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RESUMO

Com a publicagao do Novo Acordo de Capital da Basileia, as institui^oes financeiras

inclufram no seu processo de gerenciamento e mensura^ao de riscos urn novo componente

importante: o Risco Operacional. As instituigoes financeiras tern despendido nos ultimos

anos um esfonjo consideravel na Modelagem do Risco Operacional, tanto em termos de

Cdlculo de Capital quanto em modelos quantitativos de controle e gestao desse tipo de risco

especffico. Neste estudo, sera implementada a tecnica de Redes Neurais sobre uma

importante categoria de evento de Risco Operacional denominada Praticas Empregaticias,

que tern como efeito as Perdas Trabalhistas. A Analise Discriminante baseada em Redes

Neurais a ser tratada neste estudo tern o intuito de modelar a probabilidade que um individuo

possui de gerar Perdas Trabalhistas, dado um conjunto de caracterfsticas dele. Alem disso, o

modelo deve apresentar uma boa performance de classificagao desse individuo nas duas

classes dispomveis (gerar ou nao perda trabalhista). Os resultados deste estudo motivam

futuras pesquisas

gerenciamento de Risco Operacional.

Palavras-chave: Risco Operacional, Perdas Trabalhistas e Redes Neurais.
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ABSTRACT

With the publishing of the New Basel Capital Accord, the financial institutions have

included an important new component in their process of management and measurement of

risks: Operational Risk. In the last few years, financial institutions have devoted tremendous

efforts towards Modeling Operational Risk both in terms of Calculation of Capital and of

quantitative models of control and management regarding this type of specific risk. In this

study the technique of Artificial Neural Networks will be applied to an important category of

Operational Risk event called Employment Practices, whose one of effects are Labor Losses.

The Discriminating Analysis based on Artificial Neural Networks addressed in this study is

designed to model the probability an individual has of generating Labor Losses given a set of

individual features. In addition, the model should have a good classification performance of

the individuals in to the two classes available (generating or not generating Labor Losses).

The results of this study encourage future research in using quantitative models to control,

measure and manage Operational Risk.

Key words: Operational Risk, Labor Losses and Artificial Neural Networks.
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1. INTRODU^AO

1.1. Motivagao

Com o Novo Acordo de Capital da Basileia, um novo componente passa a fazer parte

do processo de gerenciamento e mensuragao de riscos das institui^oes financeiras: o

Risco Operacional.

Com a introdu^ao explicita do Risco Operacional

Basileia, muitos esfonjos tern sido alocados pelas institutes financeiras, tanto do Brasil

quanto do exterior, no desenvolvimento de modelos matematicos para calculo de capital e

gerenciamento do Risco Operacional.

Para se ter uma no^ao da relevancia do Risco Operacional na atualidade, e

interessante comparar o percentual de alocagao de capital economico para esse tipo de

risco em relagao aos demais. Como se pode perceber pelo grafico a seguir, o Risco

Operacional e responsavel por 17% do total alocado de capital economico, portanto

existe muito incentive para que pesquisas sejam realizadas com o intuito de desenvolver

modelos quantitativos para mensura^ao e gestao desse risco.

Figura 1.1: Distribui^ao do Capital Economico.

[1] RMA Survey.

no Novo Acordo de Capital da



tipo de perda operacional

que merece um destaque especial e a perda trabalhista, que

derivadas de processos trabalhistas movidos por ex-funcionarios.

De acordo com um levantamento realizado com dados internos de uma determinada

26% do total de perdas

operacionais anuais e a aproximadamente 44% do total de perdas acumuladas.

fungao de caractensticas

proprias da legislagao trabalhista brasileira, que rege que um bancario deve, no maximo,

trabalhar 6 (seis) horas por dia, sendo o adicional considerado hora extra. Na pratica,

muitos bancos tratam essas perdas operacionais como um “custo de negocio”, assumindo

o risco operacional de nao-pagamento das horas extras.

restrigao contabil e ao volume significative de perdas operacionais de carater trabalhista,

e latente a necessidade de gerenciar e controlar essa categoria de Risco Operacional por

meio de modelos matematicos que procurem estimar a probabilidade de um indivfduo, de

acordo com certas caractensticas intrmsecas, gerar uma perda trabalhista a instituigao.

A modelagem dessa probabilidade condicional sera feita neste estudo especffico por

meio de uma tecnica preditora e discriminante denominada Redes Neurais Artificiais, que

problemas de previsao de

inadimplencia de credito, com resultados encorajadores.

Ao estimar essa probabilidade baseada em um modelo de Redes Neurais, provisoes

gerenciais poderao ser constituidas no momento do desligamento de um funcionario, e

2

Especialmente no caso do mercado bancario brasileiro, um

Esse volume consideravel e primordialmente causado em

instituigao financeira, as perdas trabalhistas correspondem a

se constitui de perdas

tern sido aplicada em Finangas, principalmente em

Embora as instituigoes assumam esse risco operacional, a provisao contabil dessas

perdas trabalhistas e constituida somente quando e iniciada a agao legal. Devido a essa



nao somente quando uma agao legal 6 iniciada, possibiiitando um gerenciamento e uma

mensura^ao mais sofisticada da exposi^ao

Operacional.

Atualmente existe um periodo de tempo, entre o desligamento do funcionario e o

infcio da agao trabalhista, em que a exposiqao a risco nao € mensurada, e, com este

estudo, pretende-se preencher essa lacuna com a utilizaqao de um model© preditor e

discriminante baseado em Redes Neurais Artificials.

1.2. Objetivos do Trabalho

1.2.1. Objetivo Geral

Este estudo tern por objetivo desenvolver uma Rede Neural Artificial capaz de

modelar a probabilidade de um indivfduo, de acordo com certas caractensticas intrfnsecas

dele, gerar perdas trabalhistas

desligamento. Este modelo ainda deve possuir uma boa performance no que se refere a

classificaqao dos individuos em duas classes: os que nao geram perdas trabalhistas e os que

geram.

1.2.2. Objetivos Especificos

Este trabalho possui tambem alguns objetivos especificos como:

3

na instituiqao financeira a partir do momento de seu

a essa categoria especffica de Risco



• aprimorar o processo de provisao gerencial das perdas operacionais de carater

trabalhista por meio da modelagem da probabilidade condicional, utilizando Redes

Neurais;

• sofisticar a tomada de decisao no momenta de reestruturagoes que envolvam redugoes

de pessoal por intermedio da discriminagao dos indivfduos em duas classes;

• analisar a aplicabilidade das Redes Neurais Artificials para a modelagem de uma

categoria especffica de Risco Operacional;

• testar algumas arquiteturas de Redes Neurais adequadas ao problema proposto;

• selecionar e validar a topologia que melhor modela o problema em questao;

• refinar o modelo selecionado utilizando a tecnica de votagao em comites.

A estrutura deste estudo sera, a seguir, descrita.

No capftulo 2, os conceitos relacionados as definigoes de Risco Operacional serao

ambito do Novo Acordo de

breve explicagao

aspectos relacionados a Risco Operacional. A segao 2.2, por sua vez, sera dedicada a

explicagao dos conceitos e da estrutura de Risco Operacional, englobando um tipo de perda

operacional especffica, que € a trabalhista, objeto deste estudo.

O capftulo 3 tratara dos principals aspectos teoricos relacionados as Redes Neurais

Artificials. A segao 3.1 abordara as caractensticas gerais das Redes Neurais Artificials e a

4

Capital da Basileia. Como ponto de partida, na segao 2.1, serd feita uma

desenvolvidos, alem de contextualizar esse tipo de risco no

sobre as mudangas propostas no Novo Acordo de Capital da Basileia, com enfase nos

1.2.3. Estrutura do Trabalho



topologias de Rede que serd aplicada neste estudo. Na segao seguinte, 3.2, o foco serd

descrever o processo de aprendizado a ser utilizado na implementagao prdtica . Na segao 3.3,

aspectos relacionados a Rede Neural com algoritmo de treinamento Backpropagation serao

abordados detalhadamente, uma vez que esse tipo de rede sera usado na modelagem do

problema proposto por este estudo.

Tendo sido contextualizados em carater teorico tanto o Risco Operacional quanto as

Redes Neurais Artificials, o capitulo 4 tratara da aplicagao e implementagao de um modelo

de Rede Neural, utilizando dados reais. Na segao 4.1, havera uma breve introdugao do

problema, com a abordagem a ser adotada. Na segao seguinte, a 4.2, serao descritos os dados

originais, e, na segao 4.3, a enfase basear-se-a na explicagao sobre a normalizagao das

variaveis de entrada e safda da Rede, como a organizagao e a separagao dos subconjuntos de

dados. A implementagao da Rede Neural no software MatLab serd discutida na segao 4.4,

enquanto que a segao 4.5 serd dedicada a analise dos resultados. Finalmente, na segao 4.6, o

modelo de Rede escolhido serd refinado por meio da tecnica de votagao em comites.

Finalizando, no capitulo 5, serao apresentadas as conclusoes deste estudo. Alguns

algoritmos usados no MatLab serao anexados no Apendice deste trabalho.

5



2. RISCO OPERACIONAL

Este capitulo discorre sobre o Novo Acordo de Capital da Basileia, contextualizando

e enfocando uma de suas principals mudanqas em relaqao

mensuraqao do Risco

Operacional.

Neste capftulo, tambem serao abordados os conceitos, definiqoes e estruturas que

probabilidade condicional e objeto deste estudo.

2.1. O Novo Acordo de Capital da Basileia

representantes de instituigoes

seguranqa do sistema financeiro em ambito mondial.

estabelecimento de urn capital regulatorio mfnimo para o Risco de Credito, sendo esse risco

calculado com base no metodo do Ativo Ponderado pelo risco2. Em 1996, o primeiro Acordo

sofreu uma emenda, com a inclusao do requerimento de capital para Risco de Mercado. Com

6

financeiras e bancos centrais do GIO1, com o objetivo maior de promover a estabilidade e a

ao primeiro Acordo de Capital de

Em 1988, foi referendado o primeiro Acordo de Capital da Basileia, com foco no

1 Grupo composto por 10 paises (Bdlgica, Canadd, Franca, Alemanha, Itdlia, Japao, Luxemburg©, Holanda, Gra- 
Bretanha e Estados Unidos).
2 Para cada grupo de ativos, foi estabelecido urn fator de pondera^ao de risco.

O Comite da Basileia foi fundado em 1975, com

1988: a inclusao explfcita da necessidade de gerenciamento e

um dos tipos de perdas operacionais, a perda trabalhista, cuja modelagem de sua

envolvem o Risco Operacional, com isso, sera possfvel contextualizar, no arcabouqo teorico,



a publicagao e revisao do primeiro Acordo, os bancos centrais no mundo inteiro passaram a

adotar, em alguns casos com pequenas variances, as diretrizes presentes nele.

Em 2001, o Comite da Basileia elaborou uma proposta, que vem sendo revisada nos

ultimos anos, sobre o Novo Acordo de Capital, o qual tern data prevista para sua

implementagao ate o final de 2006.

O Novo Acordo de Capital esta estruturado em tres pilares basicos: Requerimentos de

Capital Mmimo, Process© de Supervisao Bancaria e Transparencia ou Disciplina de

Mercado.

As caractensticas mais relevantes do Pilar 1, Requerimentos de Capital Mmimo, sao a

inclusao explicita de alocagao de capital para Risco Operacional; o refinamento da alocagao

de capital para Risco de Credit©, com a introdugao de variaveis como ratings, garantias,

taxas de recuperagao, linhas de negocio etc., e a possibilidade de utilizagao de modelos

internos e flexfveis para calculo de capital regulatorio.

A inclusao de Risco Operacional foi motivada pela ocorrencia de alguns casos nos

quais bancos foram a falencia ou tiveram seus resultados fortemente impactados por eventos

de Risco Operacional. O Comite percebeu que existia um tipo de risco especifico o qual

deveria ter um tratamento especial no que se refere a alocagao de capital e ao gerenciamento.

Os objetivos do Pilar 1 do Novo Acordo sao proporcionar uma melhoria no process©

de gerenciamento de riscos nas instituigbes financeiras, estimular o desenvolvimento de

modelos de alocagao de capital compatfveis com as peculiaridades de cada instituigao e mais

sensiveis a risco e diminuir a variancia dos spreads de crddito.

Com a inclusao do Risco Operacional, a Exigencia de Capital Mmimo proposta pelo

Novo Acordo € regida pela seguinte equagao:

7



(2.1)

Onde:

CT = Capital Regulatorio Total definido conforme o Acordo de Capital de 1988.

CRM = Capital Regulatdrio Exigido para Risco de Mercado.

CRO = Capital Regulatdrio Exigido para Risco Operacional.

CRC = Capital Regulatdrio Exigido para Risco de Cr&lito.

O Pilar 2, Processo de Supervisao Bancaria, tem como caracterfstica importante

incentivar os reguladores a basearem a supervisao bancaria numa abordagem mais voltada a

processos e modelos. Os objetivos desse pilar estao calcados no incremento da qualidade do

processo de supervisao bancaria e no aumento da sinergia dessa atividade com o processo de

gerenciamento de riscos praticado pelas instituigdes financeiras.

Jd o Pilar 3, Transparencia ou Disciplina de Mercado, enfoca e incentiva o disclosure

de informagdes ao mercado sobre o nfvel de risco ao qual a instituigao esta exposta. Esse

pilar tem como intuito alinhar os procedimentos contabeis com o reporte de riscos, ou seja,

por meio das demonstrates contabeis, deve ser possfvel identificar de maneira mais clara e

direta o nfvel de risco ao qual a instituigao esta exposta. Alem disso, esse pilar incentiva uma

maior homogeneizagao do reporte das informagdes de risco ao mercado.

Em resumo, em relagao ao primeiro Acordo de Capital, o Novo Acordo da Basileia

traz as seguintes mudangas e inovagoes:

Risco de Credito:

• antes calculado apenas com base no tipo de produto (por meio do metodo do

ativo ponderado pelo risco);

8

CT 
------------------------------------- >8% 
{CRM + CRO) x 12,5 + CRC



• agora calculado tambem com base nas caractensticas individuals das

contrapartes e da opera^ao, como ratings, garantias, prazo, taxas de

recuperagao, produto e linhas de negocio;

• possibilidade de uso de modelo interno.

• Risco Operacional:

• antes nao era contemplado explicitamente;

• agora foi inclui'do explicitamente no Novo Acordo;

• Mensura^ao de Capital pode ser feita com modelos intemos;

• publica^ao de diretrizes sobre melhores praticas no gerenciamento de Risco

Operacional.

• Foco no aumento da qualidade do processo de supervisao bancaria.

• Foco no aumento da transparencia ao mercado das informa^oes sobre o nivel

de risco ao qual as institutes estao expostas.

Especificamente em rela^ao a aloca^ao de capital para Risco Operacional, o Novo

Acordo de Capital preve tres tipos de abordagens.

A Abordagem Basica, na qual o capital exigido e fun^ao de um parametro a que

multiplica a media da receita bruta dos ultimos tres anos.

(2.2)K = Gl.a

Onde:

K = Capital Exigido para Risco Operacional por meio da abordagem bdsica.

GI = Mddia da Receita Bruta dos tres ultimos anos.

9

a = fator definido em 15% pelo Comite da Basildia.



A Abordagem Padronizada, que permite uma maior segmenta^ao por linha de

multiplicado pela respectiva receita bruta da linha de negocio, perfazendo o capital exigido

por linha de negocio. O capital exigido total sera calculado por meio do somatdrio do capital

exigido para cada uma das linhas de negocio definidas pelo Novo Acordo.

(2.3)

Onde:

K = Capital Exigido para Risco Operational por meio da Abordagem Padronizada.

GH = Media da Receita Bruta dos tres ultimos anos para cada linha de negocio.

= fatores definidos para cada linha de negocio3, conforme tabela a seguir:

Linhas de Fatores /3i, em %

Negocio

Corporate Finance 18

Negocia^ao e Vendas 18

Varejo 12

Banco Comercial 15

Corretagem no Varejo 12

Pagamento e Recolhimento 18

Servigos de Consultoria 15

Administra^ao de Ativos 12

Tabela 2.1: Linhas de Negocio e Fatores pi

10

K = ^GIi./3i)
1=1

3 As linhas de negdcio, com seus respectivos fatorcs pt, foram rcfercndadas com base em um estudo de maio de 2003 [5].

negocio, possui um parametro 0 associado a cada linha de negocio, sendo cada parametro



A Abordagem Avangada permite a selegao entre tres tipos de modelos internos

modelos internos, o Novo Acordo possibilita ajustes qualitativos no valor do capital

calculado, que devem ser fungao de mudangas no ambiente operacional da instituigao, do

ambiente de controles internos e expectativas futuras. O Novo Acordo estipula que os bancos

possuam uma base historica de perdas de no mmimo tres anos, utilizem o holding period de

um ano, com um intervalo de confianga de 99,9% para o calculo do Value at Risk. Esses

modelos sao:

• Distribuigao de Perdas;

• Metodo de Mensuragao Interna;

Metodo de Scorecard.

2.2. Definigao e Estrutura de Risco Operacional

Em 2001, o Comite de Supervisao Bancaria da Basileia definiu o Risco Operacional

pessoas e sistemas, ou de eventos externos”.

A fim de conceituar melhor essa definigao, e interessante analisar cada componente

da estrutura de Risco Operacional proposta pelo Comite da Basileia:

EfeitosEventosCausas

Figura 2.1: Estrutura de Risco Operacional

11

como sendo “O risco de perdas resultante de processes internos inadequados ou falhos,

baseados em historic© de perdas, holding period e intervales de confianga. Em todos os



podem levar apossfveis vulnerabilidades que existem

materializa^ao de riscos operacionais. Esse no

criados ou

ajustados, a fim de minimizar a probabilidade de ocorrencia do risco operacional, devem ser

desenhados e concebidos para atuar nesse componente de causa. Um ponto importante a ser

destacado e que podem estar associados a urn mesmo risco mais de urn tipo de causa.

materializagao do risco, ou seja, o risco concretizado (probabilidade igual a 1). A cada evento

perdas financeiras

ou outros impactos como o reputacional ou o estrategico,

receita.

Para tomar essa estrutura menos subjetiva, facilitar o gerenciamento e dar um carater

Comite da Basileia

efeito.

categorizagao dos eventos e extremamente util, pois cada tipo de evento possui uma

distribuigao de probabilidade especifica. As categorizagdes dos efeitos, por sua vez, facilitam

relagao a aquisigao de protegao por meio de seguros para certos

ilustra essas categorias4:

12

A categorizagao de causas facilita o gerenciamento proativo do risco, enquanto que a

no documento sobre o Novo Acordo de Capital da

de risco operacional, estao associados um ou mais efeitos, que podem ser

os quais podem gerar perdas de

o processo decisorio com

tipos de efeitos ou mesmo para provisionamento de outros tipos de perdas. A tabela a seguir

mais homogeneo ao reporte do Risco Operacional pelos bancos, o

estipulou uma serie de categorias de classificagao para os componentes de causa, evento e

componente e extremamente importante

no ambiente operacional e

As causas, na estrutura de Risco Operacional, correspondem aos fatores de risco ou

4 Mais informa^des e detalhes sobre as categorias estao 
Basileia [2J.

gerenciamento de riscos operacionais, uma vez que os controles a serem

Um outro componente da estrutura e o evento, que nada mais e do que a



EventosCausas Efeitos

Processos Internes Fraude Interna Prejuizo

Sistemas Fraude Externa Restitui^So

Pessoas Prdticas Empregaticias/Seguran?a no Ambiente Perda de Recursos

Execu^ao, Entrega e Gestao de ProcessoFatores Extemos Perdas ou Danos a Ativos

Danos a Ativos Fi'sicos Obriga<;6es Legais

Clientes, Produtos e Prdticas de Neg6cio A?6es Regulatdrias

Interrupsao de Negdcios/Falhas de Sistemas Estratdgico/Neg6cio

Reputacional

Tabela 2.2: Categorias de Causa, Evento e Efeito

As perdas trabalhistas, cuja modelagem de sua probabilidade condicional por meio de

Redes Neurais Artificials e objeto deste estudo, enquadram-se na categoria de efeito definida

como Obrigagbes Legais. Por sua vez, a categoria de evento de risco que gera como

conseqiiencia esse tipo de perda e definida como Praticas Empregatfcias/Seguranga no

Ambiente.
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3. REDES NEURAIS ARTIFICIAL

Este capitulo estd dedicado a descrigao de alguns aspectos teoricos relevantes

relacionados as Redes Neurais Artificials, que darao subsfduo ao entedimento do capitulo

4, dedicado a implementa^ao prdtica

No primeiro momenta, as caracterfsticas gerais das Redes Neurais Artificiais (que,

propaga^ao usadas na modelagem serao abordados.

projeto de RNAs, do ponto de vista

teorico, serao descritos logo em seguida, a fim de embasar a aplicagao pratica

processo de aprendizado supervisionado de RNAs por corre^ao do erro.

Uma se^ao especifica deste capitulo sera dedicada ao desenvolvimento dos aspectos

modelagem do problema proposto neste estudo.

3.1. Introdu^ao

entendida como:

“Um processador maci^amente e paralelamente distribuido, constitufdo de unidades

de processamento simples, que tern a propensao natural para armazenar conhecimento

experimental
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usada na implementagao pratica (rede feedforward ), tai como as fun^des de ativa^ao e

Aspectos relacionados a organizagao de um

Em seguida, serao explicados detalhadamente os principals aspectos relacionados ao

e tornd-lo disponivel para uso. Ela assemelha-se ao cerebro em dois

De acordo com definite de Haykin [6], uma Rede Neural Artificial pode ser

agora, passarao a ser denominadas RNAs) serao contextualizadas e a topologia a ser

teoricos envoividos no Modelo Backpropagation, que sera implementado para a



aspectos: (1) o conhecimento e adquirido pela rede a partir de seu ambiente atravds de um

processo de aprendizagem; (2) forgas de conexao entre neuronios (os pesos sinapticos)

sao utilizadas para armazenar o conhecimento adquirido”.

As RNAs sao tecnicas computacionais que apresentam um modelo matematico

baseado na estrutura neural de organismos inteligentes e que adquirem conhecimento pela

experiencia.

A fim de tornar a definigao de uma RNA mais concreta e palpavel, cabe aqui

descrever sucintamente um pouco o funcionamento do sistema nervoso, que e a inspiragao

bioldgica das RNAs.

O sistema nervoso e formado por um conjunto complexo de celulas nervosas

denominadas neuronios. Os neuronios, por sua vez, sao formados pelos:

• dendritos, que sao um conjunto de terminais de entrada com a fungao de receber

os estfmulos transmitidos pelos outros neuronios;

• . corpo central ou soma, que tern a fungao de coletar e combinar as informagbes

vindas de outros neuronios;

• axbnios, que sao longos conjuntos de safda respons^veis pela transmissao dos

estfmulos para outras celulas.

A comunicagao entre os neuronios ocorre por meio de sinapses. A sinapse pode ser

entendida como a regiao em que dois neuronios entram em contato, e e pela sinapse que

os impulses nervosos sao transmitidos entre os neuronios.

15



Esse processo ocorre da seguinte maneira: os impulses recebidos por um neuronio X

um determinado instante, e atingindo um dado limiar de agao, esse

mesmo neuronio dispara, produzindo uma substancia neurotransmissora que sai da soma

Y. Dependendo do tipo de excitagao, um impulso e ou nao gerado para o axonio desse

neuronio Y.

3.1.1. Caracterfsticas Gerais

A RNA pode ser considerada, em termos genericos, como sendo uma estrutura de

necessariamente). O elemento de processamento,

N entradas, entretanto ha apenas uma safda que podera se conectar a outros neuronios.

O processamento que ocorre em cada neuronio e local

sinais de entrada em suas conexoes e dos valores guardados em sua memoria local.

Em 1943, Walter Pitts e Wax Ten McCulloch [7] desenvolveram

matematico do neuronio artificial, que pode ser visualizado esquematicamente a seguir:
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sao processados em

ou neuronio artificial, pode apresentar

e depende dos valores dos

processamento de dados distribufdo e em paralelo, formada por varios elementos de

e se dirige ao axonio, que, por sua vez, pode estar ligado a um dendrito de um neuronio

o modelo

processamento unidos por conexoes frequentemente unidirecionais (mas nao



W1XI

X2 W2 > Y
a(.) P(-)

Wj

* b

Figura 3.1: Modelo Matematico do Neuronio Artificial

Neste modelo matematico proposto, as conexoes e pesos sindpticos representam os

dendritos e sinapses respectivamente, a fimgao de transferencia atua como o corpo central

do neuronio biologico, enquanto a sai'da representa o axonio.

As entradas xy atuam como os esti'mulos que chegam ao neuronio em um determinado

momento e sao ponderadas por pesos , antes do processamento pelo corpo central.

A fungao de ativa^ao, denominada neste estudo como a (.), e responsavel pelo

mede o estado de ativagao. Algumas das

fun^oes de ativa<jao mais utilizadas sao

sendo que neste estudo utilizou-se a fun^ao linear, conforme equa^ao a seguir:
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Xj
Entradas ou 

saidas de 
outros 

neuronios
Pesos 

sinaplicos

Fun^ao de 
ativa<;ao

Entrada de 
polariza^ao

Funcjao de 
propagaijao 

Sai'da ou 
resposta do 

neuronio

J Funtjao de transferencia
I f(-)

processamento das entradas ponderadas e

a esferica, linear, polinomial e mahalanobis5

5 Maiores detalhes sobre fun<?6es de ativa^ao ver [13]



Linear

(3.1)

A fungao de propagagao p(.) tern como intuito propagar o estado de ativagao como

estfmulo para os demais neurdnios, sendo responsavel por definir o valor de estfmulo de

saida do neurdnio.

monotonica, limitada e continuamente diferenciavel. Os tipos mais usados de fungao de

propagagao sao a degrau, degrau simetrico, logfstica sigmoidal e tangente hiperbolica6,

sendo que neste estudo utilizou-se a fungao logfstica sigmoidal na camada de saida. Cabe

ressaltar que as fungdes degrau e degrau simetrico nao sao diferenciaveis em x = 0 .

• Logfstica Sigmoidal

(3.2)y =

A fungao logfstica sigmoidal aceita entradas com valores no intervalo entre (-00,00),

ficando os valores de saida da fungao restritos ao intervalo (0, 1).

Com polarizagao Sem polarizagao

+ 1
+ 1

0-b 0n

Figura 3.2: Representagao da Fungao Logfstica Sigmoidal
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—► 
n

n 
a(x, w) = XxJw.

J=1

A fungao de propagagao deve respeitar algumas propriedades importantes, como ser

1
l + e~{n+b}

j"j

6 Maiores detalhes sobre fungdes de propagagao ver [13]



A fungao logistica sigmoidal possui em sua derivada uma propriedade interessante: o

fato de poder ser expressa em termos das propria fungao. Essa propriedade facilita muito

os calculos computacionais.

Segue a ilustragao desta propriedade, num caso com polarizagao nula (b = 0):

/(") =
(3.3

/’(«) = = /(")[!-/(")] (3.4)

De maneira resumida, a fungao de ativagao processa os esti'mulos de entrada

ponderados pelos pesos sinapticos, calculando o chamado estado de ativagao. Esse estado de

ativagao e transmitido para a fungao de propagagao, que, por sua vez, calcula o valor de safda

de propagagao geram as chamadas

fungbes de transferencia ou de mapeamento matemdtico do neuronio.

f(.) = a(.) . p(.) (3.5)

Um ponto importante a se destacar € que a entrada de polarizagao, conhecida tambem

como bias, desloca a fungao de transferencia a partir de sua origem e tern o intuito de

aumentar a velocidade de convergencia do algoritmo de aprendizado, que sera tratado em

segbes posteriores deste estudo.

3.1.2. Topologias de Redes

As RNAs podem ter sua topologia ou arquitetura variando quanto ao numero de

camadas e neurbnios por camada, ao tipo de conexao e ao tipo de conectividade.
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do neuronio. A composigao das fungbes de ativagao e



Em rela^ao ao numero de camadas, uma RNA pode ter apenas uma camada, sendo

denominada de Perceptron, ou ter multiplas camadas. Neste estudo, sera implementada

uma rede com uma camada escondida . A figura a seguir ilustra uma rede com multiplas

camadas escondidas.

XI

X2

X3

Figura 3.3: Estrutura de uma rede com multiplas camadas escondidas

Em rela^ao ao tipo de conectividade uma rede pode ser completamente conectada, ou

seja, todas as safdas dos neurdnios de uma camada sao conectadas com todos os

neurdnios da camada seguinte, ou parcialmente conectada.

XI

X2

X3

Figura 3.4: Estrutura de uma rede parcialmente conectada
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XI

X2

X3

Figura 3.5: Estrutura de uma rede completamente conectada

O aumento do numero de camadas gera um incremento no tempo de processamento e

complexidade da rede, possibilitando a modelagem de problemas nao linearmente

separaveis. Ja o aumento do numero de neuronios por camada ocasiona um incremento

do grau de liberdade da fungao de transferencia, e quanto maior o numero de varidveis

livres menor serd a capacidade de generaliza^ao da rede apos seu treinamento. Muitos

neuronios podem gerar tambem memoriza^ao dos dados de teste ou overfitting.

Em rela^ao ao tipo de conexao, existem dois modelos basicos de RNAs: o nao
*7

recorrente ou feedforward e o recorrente .

O modelo feedforward, que serd utilizado neste estudo, e tambem conhecido como

“sem memoria”, uma vez que nao possui realimentagao de suas saidas para suas entradas.

Alem disso, nesse modelo, nao existem conexoes unindo os neuronios da mesma camada

nem de um neuronio para outro da camada anterior, as entradas sao aplicadas a todos os

neuronios da camada de entrada, e todas as saidas dos neuronios de uma camada sao

conectadas com todos os neuronios da camada seguinte (estrutura totalmente conectada)
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XI

X2

X3

Figura 3.6: Estrutura de uma rede nao recorrente ou feedforward

Uma outra forma de categorizar a topologia de RNAs e por meio do processo de

aprendizado ao qual e submetida. Esse topico sera abordado numa segao posterior deste

capftulo.

3.1.3. Projeto de uma Rede Neural Artificial (RNA)

Um modelo ou projeto baseado em RNAs deve seguir algumas etapas que sao

geralmente usuais. Caudill [11] propoe que um projeto utilizando RNAs deva possuir as

seguintes etapas:

• Definigao do Problema.

• Coleta de Dados (Treinamento e Teste).

Pre-Processamento dos Dados.

• Projeto da Topologia da Rede.

Treinamento da Rede.

• Teste e Validagao da RNA.

Pos-Processamento dos Dados.
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Figura 3.7: Etapas de um projeto de uma RNA

Dessas etapas, a maior dificuldade recai sobre a defini^ao do projeto de topologia da

RNA, ou seja, estipular o numero necessdrio de camadas ocultas e o numero de neuronios

em cada uma delas. Como nao existe um metodo especffico para isso, muitas vezes a

topologia e definida de maneira heuristica. Existe dispomvel literatura propondo o uso de

algontmos geneticos para selegao de topologia de RNA’s [24].

Embora essa tarefa de solucionar a melhor arquitetura de RNA seja relativamente

ardua, o Teorema de Kolmogorov [12] demonstra que qualquer fun^ao contmua de

muitas varidveis (para um domihio de entrada fechado e limitado) pode ser representada

como a superposi^ao de

termos de teoria de RNAs, esse teorema diz que qualquer funijao contmua a qual mapeia

X para Y por meio de variaveis de entrada xf para uma variavel de saida y pode ser

representada por uma RNA de tres camadas, sendo duas escondidas. A primeira camada

escondida deve possuir d (2d +1 ) neuronios e a segunda (2d+l) neuronios, onde deo

numero de varidveis de entrada.
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um pequeno numero de fun^oes de apenas uma variavel. Em



3.2. Processos de Aprendizado

“Aprendizado e o processo pelo qual os parametros livres da rede neural sao

ajustados atraves de um processo continue de estfmulo do ambiente no qual a rede

esta inserida.” Simon Haykin [13], adaptado de Mendel e McClaren.

Uma das caracterfsticas mais relevantes e importantes das RNAs e a sua habilidade de

aprender com o ambiente, melhorando, dessa forma, seu desempenho.

Esse aprendizado ou treinamento das RNAs e realizado por meio de um processo

iterative de ajustes dos pesos sinapticos, a fim de minimizar a fun^ao erro definida entre a

safda produzida pela rede e a safda desejada.

Esse treinamento consiste na aplica^ao seqiiencial de um vetor de entradas e no ajuste

dos pesos por meio de um algoritmo de aprendizado predefinido, ou seja, a RNA se

modifica em fungao da necessidade de aprender com as informagdes que lhe sao

apresentadas.

A Rede deve ser treinada utilizando um conjunto de dados de treinamento e deve ser

capaz de generalizar quando lhe e apresentado um outro conjunto de teste, com dados

deferentes do conjunto de treinamento.

Um ponto importante a se destacar e que se deve tomar cuidado para evitar o

overfitting ou “supertreinamento/memoriza^ao” dos dados durante o aprendizado com o

conjunto de treinamento. Se ocorrer o overfitting, a rede nao serd capaz de generalizar, ou

seja, reconhecer padroes e classificd-los de forma correta quando for exposta a dados que

nao estao contidos no conjunto de treinamento.
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Existem tres abordagens de aprendizado possfveis: aprendizado nao supervisionado,

No aprendizado supervisionado, ou com professor, que ser6 implementado neste

determinado vetor de entrada. O ajuste dos pesos ocorre por meio da compara^ao entre o

vetor de safda gerado pela rede e o vetor de safda desejado e conhecido. O processo de

treinamento ou aprendizado inicia-se quando o vetor de entrada 6 apresentado a RNA.

Em seguida, calcula-se o vetor de safda da rede, e ele e comparado com o vetor de safda

desejado, se encontrado, portanto, o erro. Esse erro e realimentado por meio da RNA, os

pesos sinapticos sao recalculados por um algoritmo predeterminado a fim de minimizar a

fun^ao erro escolhida previamente. O treinamento deve ser interrompido quando os erros

estabilizarem-se em nfveis baixos, sempre tomando cuidado para evitar o fenomeno de

memoriza^ao dos dados.

Num processo de aprendizado, os pesos sinapticos de uma RNA sao ajustados por

meio de algoritmos de treinamento, que podem ser definidos como um conjunto de regras

bem definidas para a resolugao de um problema de aprendizagem [13].

A grande diferenciagao que hoje existe entre os diversos algoritmos de aprendizado

refere-se a regra de aprendizado adotada por cada um deles, ou seja, a forma como os

pesos sinapticos sao ajustados.

Foram descritas por Haykin [13] cinco regras de aprendizado: por corregao do erro,
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estudo, e usado um agente externo que mostra a rede a safda desejada para um

supervisionado e hfbrido8.

baseada em memoria, Hebbiana, competitiva e de Boltzmann9

8 Maiores detalhes sobre o processo de aprendizado hfbrido e o nao supervisionado ver [13]
9 Maiores detalhes sobre regras de aprendizado ver [13]



• Aprendizado por corregao do erro

Essa regra de aprendizado, que serd aplicada neste estudo, baseia-se na abordagem de

neuronio k e comparado com o sinal de safda desejado, produzindo um erro. Esse erro e

usado para ajustar os pesos a firn de minimizar a distancia entre o sinal de safda desejado

(3.6)

Onde: et(/2) e o sinal do erro do neuronio k.

dk (n) e o sinal de safda desejado.

yk(n) 6 o sinal de safda produzido pelo neuronio k.

A equagao que rege a variagao dos pesos sinapticos nessa regra de aprendizado e:

=^(n)*j(n) (3.7)

Onde: ek(ri) € o sinal do erro do neuronio k.

j

77 e uma constante positiva que define a taxa de aprendizado.

O processo de treinamento de uma RNA pode ter duas dinamicas de atualizagao dos

pesos sinapticos:

• Batch: em que os pesos sao ajustados somente ao final de cada epoca70. Uma

caracterfstica positiva dessa dinamica de aprendizado e que o treinamento 6 pouco
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e o produzido pela RNA. A equagao desse erro e expressa por:

aprendizado supervisionado, em que o sinal de safda calculado pela rede para um

x. € o sinal pre-sinaptico.

10 Epoca € a nomenclatura dada ao processamento de iodo o conjunto de observagoes.



influenciado pela ordem de apresentagao dos padroes da RNA, entretanto a

velocidade de convergencia e um pouco mais lenta.

• Incremental ou on-line: os pesos sao ajustados ao final do processamento de cada

observagao. Um ponto relevante e que a ordem de apresentagao dos padroes influi

na velocidade de convergencia do algoritmo de aprendizado.

Na implementagao pratica deste estudo, a ser descrita no capi'tulo seguinte, foi usada

a dinamica batch.

Em relagao a velocidade de convergencia do processo de aprendizado, alguns

parametros sao geralmente utilizados com este intuito:

Momento: esse parametro tern o intuito de acelerar o treinamento evitando

oscilagbes. A inclusao do momento faz com que a RNA ignore as variagoes de

alta freqiiencia na superffcie da fungao erro, reduzindo a probabilidade do

processo de convergencia estacionar num ponto de minimo local da fungao. O

parametro do momento faz com que as variagoes nos pesos sinapticos sejam

iguais & soma de uma fragao da ultima variagao ocorrida e uma nova alteragao

determinada pela taxa de aprendizado, conforme a seguinte equagao:

(3-8)wkj (n) = a wkj (n — 1) + i]3k (n)x} (n)

Onde: neo n-esimo exemplo apresentado a rede.

7] 6 uma constante positiva que define a taxa de aprendizado.

3k 6 o gradiente da fungao erro.
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x] e o sinal pre-sindptico.

a 6 uma constante positiva que define o parametro de momento.

wkj 6 o peso sinaptico do neuronio k.



Taxa de Aprendizado: esse parametro influencia a magnitude das variagoes nos pesos

sinapticos. Utilizagao de taxas de aprendizado muito pequenas podem levar a lentidao no

processo de convergencia e ao aumento de probabilidade de parada em pontos de

mfnimos locais da fungao erro. Por outro lado, altas taxas de aprendizado podem gerar

oscilagdes na RNA, dificultando o processo de treinamento. Normalmente, o valor da

taxa de aprendizado e determinado em 0,01, porem essa taxa pode ser reduzida caso haja

um aumento no erro medio quadratico de previsao da rede ou vice-versa.

• Entrada de polarizagao ou bias', esse parametro desloca a fungao de transferencia

a partir de sua origem, aumentando a velocidade de convergencia do algoritmo de

aprendizado.

3.3. Modelo Backpropagation

O modelo ou algoritmo backpropagation foi desenvolvido em 1986 por Rumelhart,

Hinton e Williams por meio da generalizagao da regra de aprendizado Widrow-Hoff,

criada entre 1960 e 1962 por Bernard Widrow e Marcian Hoff para as redes do tipo

feedforward perceptron.

A regra Widrow-Hoff e mais comumente conhecida como Regra Delta ou LMS

(minimizagao do erro quadratico medio). Nessa regra, os pesos sinapticos sao ajustados a

polarizagoes que atendam a esse objetivo de minimizagao.

A alteragao dos pesos wji, segundo a Regra Delta, e calculada de acordo com a

seguinte equagao:
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fim de minimizar o erro, ou seja, a regra busca encontrar um conjunto de pesos e



(3.9)

Onde: neo n-esimo exemplo apresentado & rede.

77 e uma constante positiva que define a taxa de aprendizado.

djtri) e o sinal de sai'da desejado.

yy(n) e o sinal de sai'da produzida pelo neuronio j.

Ceo conjunto que inclui todos os neuronics da camada de sai'da da rede.

e a derivada parcial da fungao erro em relagao ao peso.

No modelo backpropagation, o ajuste dos pesos e polarizagoes e feito por intermedio

da retropropagagao do erro calculado atraves da sai'da. O processo de minimizagao da

fungao erro e realizado continuamente a cada iteragao, sendo o ajuste dos pesos e das

polarizagoes feito no sentido oposto ao do gradiente da fungao no ponto corrente, ou seja,

proporcionalmente ao negative da derivada do erro quadratico medio em relagao aos

pesos atuais.

supervisionado e determim'stico, que implementa o metodo do gradiente descendente na

soma dos quadrados dos erros.
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5wy,.(n)

E(n) = —y,.(n))2 e a fungao erro instantaneo.
2 yeC

O algoritmo backpropagation e, em resumo, um algoritmo de treinamento

e o peso sinaptico do neuronio j.



O backpropagation e usualmente utilizado em redes com uma ou mais camadas

escondidas de neuronios nao-lineares, usando a fungao de propagagao sigmoidal ou

tangente hiperbolica e uma camada de safda de neuronios lineares.

No processo de treinamento on-line utilizando o algoritmo backpropagation, sao

realizados os passos a seguir [13]:

estipular os demais parametros de treinamento com a topologia de rede escolhida.

Passo 2: apresentar a rede um padrao de entrada [x(n)] e a safda desejada [d(n)]» com

n = 1, 2,..., N. Para cada exemplo de treinamento [x(n), d(n)], devem ser realizados os

passos 3 e 4.

Passo 3: calcular a safda. O vetor de entradas x(n) e aplicado aos neuronios da

camada de entrada, e o vetor de safda desejado e apresentado ao neuronio da camada de

safda. Os estados de ativagao e sinais de safda sao calculados pela rede camada por

camada. O nfvel de atividade interna da rede para o neuronio j na camada 1 pode ser

definido por:

(") (3.10)

Onde: (n)e o sinal de safda do neuronio i na camada 1-1 na iteragao n.

neuronio i.

P e o numero de entradas aplicadas ao neuronio j, excluindo a entrada de

polarizagao.
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Passo 1: inicializar os pesos e polarizagdes com numeros pequenos e aleatorios e

(«)x(M)

e o peso sinaptico do neuronio j na camada 1, que 6 alimentado pelo

p

i=0



aplicado no neuronio j da camada 1. Assumindo utiliza^ao da fun^ao logfstica sigmoidal,

o sinal de safda do neuronio j na camada I 6 definido por:

y“’(n)= (3.11)

Se o neuronio j estiver nas primeiras camadas escondidas (1=1), entao j°(n) = xy.(n),

sendo xy(n) o j-esimo elemento do vetor x(n). Se o neuronio j estiver na camada de safda

(1=L), entao y'fXn) = y^n).

Calculado o valor da safda da rede, calcular o error

(3.12)ej(n) = dj(n)-yj(n)

Passo 4: calcular os gradientes locais do erro (£'s) recursivamente, come<jando na

camada de safda e trabalhando para tras, no sentido da primeira camada, conforme as

seguintes equates:

^(L)(«)

(3.14)escondida 1.

O ajuste dos pesos sinapticos na camada 1, de acordo com a regra delta generalizada,

serd dado pela seguinte equa?ao:

(3.15)(n)

Onde: a € a constante de momento.

rj 6 a taxa de aprendizado.
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1

w'P (n +1) = wJP (/j) + aCvtAP (n) - wJP (n -1)] + rj8^ (n)y<' 0

= j'Y>(n)[l — (z?)]22 ^,+1)(n)wlj+1)(n) $e ° neuronio j estiver na camada 
k

Se i=0, y° l)(n) = -l e w’'o’(n) = (n), que € o peso da polariza^ao ou threshold

= e{jL\ri)yz(n)[l- yy(n)] Seo neuronio j estiver na camada de safda L. (3.13)



-

=parametros livres de treinamento se estabilizarem e a fungao do erro medio quadratico

(3.41) atingir um ponto de minimo.

(3.16)

(3.17)
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E (medio) =
N n=l

Passo 5: apresentar a rede novas epocas de exemplos de treinamento ate os



4. APLICAQAO E ANALISE DOS RESULTADOS

4.1. Introdugao

A abordagem pratica utilizando RNAs para modelagem da probabilidade condicional

de um indivfduo gerar perda trabalhista e a discriminagao desse indivfduo em duas

classes foram baseadas em algumas etapas que serao descritas a seguir.

probabilidades condicionais (ou a posteriori) P(Ck |x) expressas por meio do Teorema

de Bayes da seguinte forma:

P(Ct | x) = (4.1)

Onde: Ck e a k-dsima classe, existindo, neste estudo, apenas duas classes (indivfduos

que geraram e os que nao geraram perdas).

xeo vetor de entradas

p(x I Ck) e a densidade condicional a classe

p(x)e fungao de densidade incondicional, que atua como um fator normalizador,

P(Q) e a probabilidade a priori, que pode ser calculada com base no conjunto de

dados.
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garantindo que P(C* | x) = 1
*=i

p(x) = £p(x|Ct)P(C*) 
*=)

p(x|CJP(CJ 
pM

.* 'jl .C

68^83

l } -J7 >

Os modelos de RNAs que serao implementados neste estudo estimam as



por meio de

fungoes parametrizdveis. A selegao destas fungoes no modelo levara a escolha de uma

determinada distribuigao11.

Os modelos de RNAs que foram implementados no MatLab, utilizando a biblioteca

NetLab, baseiam-se em redes nao recorrentes com apenas uma camada escondida,

sujeitas a treinamento supervisionado off-line ou batch com aprendizado por corregao do

erro utilizando o modelo backpropagation por meio do metodo/algoritmo de otimizagao

Gradiente Conjugado Escalado12.

A fungao de propagagao utilizada na camada oculta e a tangente hiperbolica e, na

camada de saida, a logfstica. A fungao de ativagao usada em todas as camadas e a linear.

4.2. Dados

Os dados coletados para modelagem compreendem o periodo de 1998 a 2004,

desligaram da instituigao nesse periodo, alem de uma variavel de saida indicando se o

indivfduo gerou ou nao perda trabalhista.

indivfduos, e 9 colunas totalizando o somatorio das variaveis de entrada e de saida.

Segundo o conjunto total de dados, a probabilidade a priori de um indivfduo gerar

perda trabalhista € de 18,52% e de nao gerar perda e de 81,48%.

As variaveis de entrada utilizadas na modelagem sao:

11 Maiores detalhes ver [12]
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O total de dados e constitufdo por uma matriz com 15.709 linhas, representando os

contemplando oito variaveis de entrada relacionadas a todos os indivfduos que se

A RNA busca modelar a densidade condicional a classe^^x'^^



• Tempo: perfodo em que o indivfduo trabalhou na instituigao.

• Idade: idade do indivfduo quando se desligou da instituigao.

• Dependentes: numero de dependentes (filhos, por exemplo) do indivfduo

quando se desligou da instituigao.

Sexo: sexo do indivfduo.

• Desligamento: motive do desligamento (demissao por justa causa, sem justa

causa, pedido de demissao, aposentadoria etc.).

Nivel: nivel de instrugao do indivfduo na data do desligamento (Ensino

Medio, Superior completo etc.).

• Estado: estado civil do indivfduo na data do desligamento (solteiro, casado

etc.).

• Faixa salarial: faixa salarial do indivfduo na data do desligamento.

4.3. Tratamento dos Dados

Com o intuito de diminuir a distancia absoluta entre os valores assumidos pelas

varidveis de entrada e por muitas delas serem qualitativas, os dados sofreram um pre-

processamento.

As varidveis qualitativas de entrada foram normal izadas para o intervalo [-1,1], de

acordo com o seu respective numero de classes, e as quantitativas foram normalizadas

para o intervalo [0,1], de acordo com a sua amplitude.
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12 Delalhes do algorftmo de otimizagao Gradiente Conjugado Escalado no Apendice deste estudo



A variavel de safda assume valor 1, se o indivfduo gerou perda trabalhista, ou 0, se

nao gerou.

Com o objetivo de realizar o processo de modelagem, o conjunto total de dados foi

dividido em tres subconjuntos:

• Treinamento: correspondente a 60% do total a ser usado no treinamento da

rede.

• Validagao: correspondente a 20% do total a ser usado para acompanhar o

desempenho da rede a partir de uma amostra independente.

• Teste: correspondente a 20% do total a ser usado para testar a rede com urn

subconjunto de dados independente da criagao do modelo.

Esses tres subconjuntos foram criados a partir de um sorteio aleatorio do conjunto

total.

4.4. Modelagem dos Dados

4.4.1. Analise Exploratoria dos Dados

Antes da selegao dos modelos de rede, realizou-se uma analise exploratoria dos

dados, plotando em graficos com duas dimensoes os valores de algumas variaveis, a firn

de se verificar se o problema em questao pode ser considerado linearmente separavel.

O resultado, que pode ser facilmente visualizado nos graficos a seguir, indica que o

problema nao pode ser considerado linearmente separavel, descartando-se, portanto, o
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uso do Perceptron e partindo-se para uma modelagem de redes com uma camada

escondida.
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Figura 4.1: Analise Exploratoria dos Dados

4.4.2. Selegao dos Modelos e Treinamento

O modelo de rede selecionado para a resolugao do problema foi baseado em uma

estrutura nao recorrente, com apenas uma camada escondida. A fungao de ativagao

utilizada em todas as camadas foi a linear, enquanto que a fungao de propagagao

escolhida foi a tangente hiperbdlica, exceto na camada de saida, em que foi acoplada a

fungao logistica, devido & necessidade de se modelar a probabilidade de o individuo gerar

perdas trabalhistas.
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O treinamento da rede foi supervisionado off-line, baseado em corregao do erro

utilizando o modelo backpropagation por meio do algoritmo de otimizagao Gradiente

Conjugado Escalado.

A fungao erro que foi alvo de minimizagao durante o processo de treinamento foi a de

Entropia Cruzada, definida por:

(4.2)

Onde: neo n-esimo exemplo apresentado a rede.

y representa a probabilidade a posteriori P (Classe 1 | x).

1 — y representa a probabilidade a posteriori P (Classe 2 | x).

x representa o vetor de entrada.

t = 1, se o vetor de entrada pertencer a Classe 1, e t = 0, se o vetor de entrada

pertencer a Classe 2.

Sua derivada em relagao a yn e definida por:

(4.3)

O criterio usado para a parada no treinamento foi o numero de iteragoes, e, para

detectar, overffiting, a performance da rede treinada, tanto em fungao do erro medio

quadratico quanto do percentual de acertos de classificagao, foi calculada tambem

expondo-a ao subconjunto de validagao.

Algumas redes foram implementadas no MatLab, variando-se, em cada uma delas, o

numero de neuronios na camada escondida, o numero de iteragoes no processo de
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treinamento e as variaveis de entrada. O numero de neuronios na camada escondida foi

estipulado tambem, a fim de evitar overfitting, de acordo com algumas indicagoes

encontradas na teoria [14], como a media aritmetica das entradas e safdas da rede ou (2

d+1), sendo d o numero de entradas na rede.

numero de neuronios na camada escondida, numero de iteragoes no processo de

treinamento e variaveis de entrada:

Tabela 4.1: Modelos de Rede Implementados

4.5. Anaiise dos Resultados

4.5.1. Anaiise dos Erros e Performance

Foram estipuladas duas medidas de performance para as redes implementadas: a

fungao de erro medio quadrdtico, jA definida anteriormente (ver 3.45), e o percentual de

acerto de classificagao para as duas classes de indivfduos: o que gera perda trabalhista e o

que nao gera.
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Funyao de Saida Otimizagao Iterates Variaveis |
- - - . 500

500 
500 
500 
500 
500 
1000 
1000 
1000 
1000 
1000 
1000 
1000 
1500 
2000

Logistica 
Logistica 
Logistica 
Logistica 
Logistica 
Logistica 
Logistica 
Logistica 
Logistica 
Logistica 
Logistica 
Logistica 
Logistica 
Logistica 
Logistica

Gradients Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado 
Gradiente Conjugado Escalado

______Idade.Tempo_____  
________ Todas________  
______IdadejTempo_____  
________ Todas________  
IdadejTempojDependenles 
IdadejTempojDependentes 
_____ IdadejTempo_____  
________ Todas________  
_____ IdadejTempo_____  
________ Todas________  
IdadejTempojDependentes 
IdadejTempojDependenles 
________ Todas________  
________ Todas________  

Todas

Rede | Neuronios" 
1 
2 
3 
4 
5 
6 
7 
8 
9 
10 
11 
12 
13 
14 
15

1
4
2
2
1
2
1
4
2
2
1
2
17
17 
17

A tabela a seguir ilustra as redes que foram implementadas, variando, em cada uma, o



subconjunto de

valida^ao quanto para o de teste, refletindo pequenas variagoes, o que e um bom

indicador para demonstrar que nao ocorreu overfitting.

Para se estipular o ponto de corte que define a fronteira de decisao para classificagao

a que nao gera perda trabalhista),

acompanhando-se a sensibilidade da performance de acerto de classificagao em ambas as

classes no subconjunto de validagao.

bom balanceamento entre a performance de acerto de classifica^ao de ambas as classes,

sendo portanto escolhido como ponto de corte.

Tabela 4.2: Ponto de Corte para Fronteira de Decisao

40

C3II
o175^ 
7573% 
8212% 
7281% 
8120% 
8084% 
8175% 

7372% 
61 93% 
8321% 
8120% 
80 84% 

7573% 
74 27% 

7792%

1
2
3
4
5
6
7
8
9
10
11
12
13
14
15

7901% 
71 72% 

77 55% 
5881%
79 74% 
7755% 
7958% 
7026% 
7755%
80 84% 
79 93%
77 37% 

7172% 
7208% 
7205%

4965% 
6076% 

5019% 
63 80% 
4942% 
5046% 

4942% 
6384% 
5023% 
5031% 
49 34% 
5054% 
6145% 
8469% 
58 91%

c5.66% 
73 72% 
7993% 
7087% 
80 84% 

7956% 
6564% 

7206% 
7993% 
8230% 
81.02% 
79 56% 
7354% 

7315% 
7518%

4523% 
5325% 
43 03% 
6099% 
4773% 
45 35%
47 66% 
6168% 
4807% 
4350% 
4765%
48 42% 
59 41% 

6268% 
5663%

E
5054% 

~ 6167% 

5123% 
6453% 
5003% 
51.35% 

, 5027% 
64 53% 
5120% 
51.04% 

4996% 
5125% 
6249% 
6557% 
6041%

5120% 
6280% 
5204% 

6542% 
5069% 
52 35% 
50 93%
65.60% 
5204% 
51.54% 

50.62% 
52 35% 
63 72%
66 35% 
6149%

79.74% 
72 99% 
7901% 
70.44% 

79 97% 
75 47% 
8011% 
7083% 
7901% 
6139% 
6329% 
7847% 

7267%
72 63% 
7391%

77 37% 
6934% 

75.16% 
67.34% 
7810%
74 82% 
77 92%
68.61%
75 55% 
8011% 
78.47% 

7482% 
68:0% 
6934%
69.53%

5224% 
64 92% 
54 43% 
67.00% 
52 27% 
54 74% 

5216% 
6735% 
54 24% 
5323% 
5223% 
5477% 

6615% 
6785% 
6369%

Conforme pode ser visto na tabela a seguir, o numero de 18,52% proporcionou um

dos indivfduos entre as duas classes (a que gera e

As duas medidas de performance foram calculadas tanto para o

realizou-se de forma heunstica algumas simulates com diferentes numeros,



Em resumo, quando a safda da rede for acima do valor de 18,52%, classifica-se o

indivfduo como 1 (gera perdas trabalhistas), caso contrario, € classificado como 0 (nao

gera perdas).

O quadro a seguir ilustra a performance dos modelos de redes implementados, tanto

para o subconjunto de valida^ao quanto para o de teste:

d
Tabela 4.3: Performance dos Modelos

E possivel perceber que todas as redes implementadas apresentam pequenas variances

em rela$ao a seu erro medio quadratic©, que fica em tomo do interval© de [37,25%/

38,10%], no subconjunto de teste. O erro medio quadratic© relativamente alto e um

indi'cio de que talvez nao estejam incluidas no vetor de entrada algumas potenciais

varidveis com poder explicative.

A escolha do ponto de corte de 18,52% para classifica^ao dos individuos entre as

duas classes produziu efeitos diferentes em cada uma das redes, tendo destaque positive

41

___
i
4
2
2
I
2___
I
4
2__
2
1
2__

17
17
17

K , Rea
I
2
3
4 
c

6 
7
8
9
10
11
12
13
14
15

Era oted c Quajrrxc 
3810% 
3 7 34% 
3793% 
3751% 
3608% 
3790% 
3810% 
3728% 
3755% 
3787% 
3303% 
3753% 
3714% 
37 32% 
3749%

500 
500 
500 
500 
SOO 
500 
1000 
1000 
1000 
1000 
1000 
1000 
1000 
1500 
2000

Vri-es 
Bade.Ter<po 

_____ Todas_____ 
tUdeTempo 

Todas 
BadeTtrooDeyndMles

BadeTeirpo
Todas_____

MadeJempo 
_____Todas_____  
idade:Teirpo.Dependenies 
BadeJempoDepeodentes 
_____Todas 
_____Todas

Todas

SubcorpnOo deTeste 
Ace-J Pe-da « 0 

5132% 
...  6202% 

5136% 
6348%

1 51
5231% 
5124% 
64 9<%

2 51.91% 
5195% 
5120% 
52 35% 
6372% 
6715% 
60.76%

A;y: Ptoda - I 
7930% 
74 55% 
79 31% 
7274% 
83?:% "
7349% 
6030% 
73 66% J 
79.15% 
8243% 
6062%
73 33%
74 22% 
7256% 
74.38%

-aaiBreta*;.
5054%
6187%
5123%
64 53%
50.03%
5135%
5027%
64 53%
51.20%
5104%
4996%
5135%
62 49%
6580%
60.41%

-cr.; tea=1 j
7974%
7299%
7901%
70.44%
79 93%
78.47%
8311%
7960%
79.01%
8139%
80 29%
78.47%
7263%
7262%
73.91%

r SO!
:r; ".iiiUjasnx;

3679%
36 20%
36 76%
3612%
36.12%
3676%
3679% ~
36 00%
3676%
3655%
36 79%
36 76%
38-09% ’

L.36C8%
36.17%



para a performance de acertos de classificagao para os indivfduos que geraram perdas,

bem superior a performance de acertos dos indivfduos que nao geraram perdas.

indivfduos que geraram perdas, 73,56% e 72,58% respectivamente, e foram as redes que

melhor performance tiveram em relagao as outras no tocante aos acertos dos indivfduos

que nao geraram perdas, 64,94% e 67,15%.

outras, 37,25% e 37,32%.

Outro ponto importante a se destacar e que a escolha do ponto de corte produziu

performances de acertos de classificagao estaveis nos subconjuntos de validagao e teste.

Uma comparagao interessante a se fazer para avaliar o poder discriminador das redes

8 e 14 e considerar que, caso o processo de classificagao dos indivfduos fosse um passeio

aleatorio, com probabilidade de 50% de o individuo ser classificado como 1 (gera perdas)

e de 50% de ser classificado como 0 (nao gera perdas),

classificagao para ambas as classes seria de 50%, inferior a performance de acertos das

du as redes em questao.

medio quadratic© apresentado

por todas as redes e o menor percentual de acertos de classificagao da classe de

indivfduos que nao geraram perdas em relagao a classe de indivfduos que geraram perdas

podem ser um indfcio de que as safdas produzidas pela rede para esta primeira classe de

indfviduos nao possuem correlagao com o vetor de entradas. Para aprofundar essa analise

foi realizado o Teste Surrogate, detalhado a seguir.
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Os valores razoavelmente altos relacionados ao erro

Alem disso, essas duas redes apresentaram o menor erro quadratic© entre todas as

As redes 8 e 14, em especial, apresentaram bons percentuais de acerto para os

a esperanga de acertos de



4.5.2. Teste Surrogate

O Teste Surrogate foi proposto por Theiler, em 1992 [16], e consiste em detectar a

nao-linearidade nos dados.

As hipoteses do Teste Surrogate no contexto deste estudo sao:

HO: ausencia de correla^ao entre as saidas produzidas pela rede e o vetor de entradas

Hl: existencia de correla^ao entre as safdas produzidas pela rede e o vetor de entradas

O Teste foi realizado seguindo algumas etapas. Primeiramente, a fim de excluir a

correlagao entre os dados, o vetor com as variaveis reais de safda do subconjunto de

treinamento foi aleatoriamente ordenado 60 vezes, mantendo-se fixa a matriz com as

variaveis de entrada. Dessa forma, geraram-se 60 novos subconjuntos de treinamento.

A rede 8, que apresentou a melhor performance, foi escolhida como base, sendo

treinada 60 vezes (uma vez com cada subconjunto de treinamento).

Para cada uma das 60 simula^oes, calculou-se a performance da rede no subconjunto

original de teste, tanto em relagao ao erro medio quadratic© quanto em relaijao ao

percentual de acertos para cada uma das classes. O quadro a seguir ilustra com detalhes

cada uma das simulates com a rede 8.
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Rede 8 - Surrogafe|

53.15% 50.43% 34.51%65.35%
2 47.95% 46.26% 59.03%32 42.32%
3 42.46% 54.04% 34.80%33 65.02%
4 45.09% 53.11% 53.72%34 49.19%
5 54.72% 46.53% 42.09%35 55.12%
6 53.05% 44.30% 78.46%36 19.45%
7 30.84% 67.25% 21.81%37 77.06%
8 59.04% 43.54% 42.88%38 56.35%
9 54.51% 20.56%47.68% 39 76.36%
10 68.13% 52.43%34.67% 50.26%40
11 56.66% 46.19% 49.75%52.81%41
12 49.86% 52.68%52.14% 42 43.73%
13 65.93% 35.42% 70.55%43 28.73%

50.00%14 60.45% 38.46% 44 52.12%
69.08%15 58.58% 44.08% 45 30.28%
49.47%16 66.08% 33.61% 51.83%46
42.02%17 66.48% 35.52% 47 60.18%

■

35.65%18 59.87% 40.83% 48 64.01%
53.43%19 54.95% 49.59% 49 46.02%

20 40.26% 47.66%60.07% 50 52.44%
44.87%21 37.62% 62.03% 54.73%51
70.56%22 52.08% 54.32% 52 31.19%
71.16%23 56.89% 44.35% 53 30.25%
36.52%24 51.64% 48.46% 54 61.58%
34.67%25 78.44% 23.45% 55 64.05%
48.22%26 47.85% 50.68% 56 49.94%
42.13%27 40.44% 58.47% 57 60.22%
53.13%28 28.63% 70.81% 58 49.20%
52.80%74.48% 25.39%29 59 49.46%
43.02%55.75% 6030 44.54% 56.30%

Tabela 4.4: Performance dos Surrogates

A estatfstica do Teste Surrogate 6 definida por:

(4.4)S

6 o valor obtido com serie original, nesse caso, o percentual de acert<

de classificagao das classes com a serie original.
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6 a media obtida nos surrogates, nesse caso, a mddia do percentual de acerto

de classificagao das classes dos surrogates.

e o desvio padrao obtido nos surrogates, nesse caso, o desvio padrao do

percentual de acerto de classificagao das classes dos surrogates.

As estatlsticas (S) do Teste Surrogate para o percentual de acerto de classificagao

para os individuos que geraram e os que nao geraeam perdas trabalhistas sao:

Tabela 4.5: Estatlstica do Teste Surrogate

Com 95% de confianga, nao se rejeita a hipotese nula para o caso em que os

individuos nao geraram perdas trabalhistas. Isso indica que as sai'das produzidas pela rede

nao possuem correlagao com o vetor de entradas, portanto o poder de discriminagao do

modelo para esta classe e discutlvel.

Ja para o caso

confianga, rejeita-se a hipotese nula , ou seja, existe correlagao entre as sai'das produzidas

pela rede e o vetor de entradas, demostrando que o modelo conseguiu discriminar melhor

esta classe.

Os resultados do Teste Surrogate indicam que o conjunto de dados relatives aos

individuos que nao geraram perdas € insuficiente e, possivelmente, devem existir mais

variaveis com poder discriminador e explicative, as quais nao foram incluldas no modelo

por nao estarem disponlveis.
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Acerto Perda = 0
Acerto Perda = 1

S
0.986824539
2.092435245

H surrogate
52.62%
47.73%

a surrogate
12.48%
12.35%

V original 
64,94% 
73.56%

^surrogate

em que os individuos geraram perdas trabalhistas, com 95% de

& surrogate



O resultado do Teste, rejeitando-se HO para o caso dos indivfduos que geraram perdas

performance de

rela^ao a outra classe de
I

indivfduos. Para os indivfduos que geraram perdas, a rede foi capaz de reconhecer mais

os padroes nao-lineares nos dados.

4.6. Refinamento do Modelo
i

4.6.1. Vota^ao em Comite

Como as redes sao inicializadas com pesos sinapticos aleatorios e diferem quanto a

sua arquitetura, existe uma possibilidade de que, durante o treinamento, o algoritmo de

otimiza^ao tenha encontrado na fun^ao erro um ponto de mfnimo local e nao global.

isso pode ser

provado da seguinte forma:

Seja L o numero de modelos de rede treinados y^x), com i = A fun^ao de

mapeamento de cada rede pode ser escrita em termos da fun^ao-alvo mais um erro:

(4.5)yf.(x) = /z(x) + ^(x)

A esperan^a da soma dos erros quadraticos do modelo de rede y, (x) pode

por E[e,2], portanto o erro medio das redes atuando individualmente e dado por:

(4.6)

Simulando um comite no qual a saida sera dada pela media das safdas das L redes:
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ser definida

acertos de classifica^ao superior a performance de acertos em

A utiliza^ao de redes votando em comite pode atenuar esse efeito e

trabalhistas, e coerente com o fato de que a rede 8 apresentou uma

E



(4.7)

A esperan^a do erro produzido peia vota^ao do comite serd dada por:

(4-8)

Assumindo que os errosf, tern media 0 e sao nao correlacionados, tem-se:

(4.9)

Neste estudo, a fim de refinar o modelo, as duas redes com melhor desempenho (rede

8 e 14) foram usadas num comite, no qual a saida do comite e a media das safdas das

duas redes.

4.6.2. Analise dos Erros e Performance

O quadro a seguir ilustra a performance da votatjao em comite com as redes 8 e 14:

73.54%

Tabela 4.6: Performance Votagao em Comite

Como se pode perceber, houve uma redu^ao muito sensfvel em rela^ao ao erro medio

quadratic© e um aumento tambem sensfvel da performance de acertos de classificacjao

dos indivfduos que geraram perdas trabalhistas, quando comparamos com os resultados

das redes 8 e 14 atuando individualmente, conforme Tabela
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64.53%
Comite

Rede 8 + Rede 14
Eno Medio Quadrabco

37.10%

Acerto Perda = 1
73.89%

■JJtU J.teuiu Mvadjauiv 
35.84%

Subconjunto de Teste
Acerto Perda = 0 

64.86%

/=! L"
E ^COM

E ^COM

1
L



8 e 14, atuando isoladamente quando as duas foram utilizadas numa votagao em comite.

O que explica essa redugao sensfvel e que os erros desses dois modelos de redes sao

correlacionados, violando uma das premissas utilizadas na segao imediatamente anterior.
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Nesse caso especifico, nao foi possfvel reduzir na ordem de o erro medio das redes



5. CONCLUSOES

Verificou-se neste estudo que a utilizagao de Redes Neurais Artificiais (RNAs) para

modelagem de um problema de estimagao de probabilidade de um tipo especffico de

perda derivada de Risco Operacional, a perda trabalhista, apresentou um desempenho

razoavel.

O erro medio quadratic© do modelo ajustado por meio de votagao em comite com as

duas redes de melhor desempenho e de 37,10%, o que pode ser considerado alto para

utilizagao em modelos de provisao gerencial. Entretanto, esse modelo preditor ja 6 um

primeiro passo consideravel no que refere ao controle, gestao e precificagao dessa

categoria de evento de Risco Operacional, uma vez que e pequena a utilizagao de

ferramentas quantitativas que deem subsi'dio para o calculo da exposigao a esse risco.

O que se pode concluir principalmente apos a realizagao do Teste Surrogate & que o

conjunto de dados relacionados aos indivfduos que nao geraram perdas 6 insuficiente para

que o modelo implementado possa reconhecer padroes de forma satisfatoria, portanto

devem-se focar esforgos futuros na coleta de novos dados e principalmente de novas

variaveis com poder explicative e discriminador para essa classe de indivfduos, a fim de

que o erro medio quadratic© dos novos modelos com RNAs seja reduzido.

Os resultados do Teste Surrogate para o conjunto de dados relacionados aos

indivfduos que nao geraram perdas e a performance de acertos de classificagao para essa

classe com

motivagao para aplicagao e teste de outras tecnicas preditivas e discriminantes, como a

Andlise de Cluster.
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a utilizagao de RNAs, em torno de 64,86%, tambem sao um ponto de



Em relagao ao poder discriminador do modelo ajustado por meio de votagao em

comite com as duas redes de melhor desempenho, pode-se concluir que o resultado foi

relativamente bom para a classe de individuos que geraram perdas, acerto de 73,89%.

Esse desempenho do modelo em relagao a classificagao de individuos que geraram perdas

o credencia para um possivel uso no auxflio para a tomada de decisoes que envolvam

grandes reestruturagoes e aquisigoes que, porventura, provoquem redugao de pessoal.

Outra possivel aplicagao desse poder discriminador da RNA implementada neste

estudo e dar subsfdio ao calculo de uma provisao gerencial que seria constitufda apenas

pelos individuos classificados como geradores de perdas trabalhistas por meio da Rede.

Esse modelo de provisao ja seria muito mais sensfvel ao risco, uma vez que a provisao

contabil so e constitufda no momento em que uma agao trabalhista e iniciada.

Finalmente, conclui-se que as experiencias deste estudo utilizando RNAs para

modelagem de um problema envolvendo Risco Operacional foram promissoras, sendo

ponto de partida para refinamento dos resultados em futuros estudos e ja servindo para a

resolugao parcial de alguns aspectos praticos relacionados ao controle e gestao desse tipo

de risco.
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APENDICES

• Algoritmos do MatLab

Segue um trecho de um dos algoritmos implementados neste estudo:

% Rede 1

% Entradas: Idade + Tempo

% Saida: Logi'stica

% Otimiza$ao: Gradiente Conjugado Escalado

% Iteraijdes: 500

% Neuronios: I (M£dia das Entradas)

load ’data.txt’

intreino=data( 1:9425,1:2);

invalida=data(9426:12567,1:2);

inteste=data( 12568:15709,1:2);

outtreino=data( 1:9425,9);

outvalida=data(9426:12567,9);

outteste=data( 12568:15709,9);

net I =mlp(2,1,1,’logistic');

options=foptions;

options( 1 )= I;

options(14)=500;

(net I ,options,erro]=netopt(net 1 ,options,intreino,outtreino,’scg’);

outmodel valida I =mlpfwd(net 1 ,in val ida);

deltasvalidal=(outmodelvalidal-outvalida);

deltaqmvalidal=sqn(sum(deltasvalidal.*deltasvalidal)/size(outvalida, 1))

outmodel 1 =mlpfwd(net 1 .inteste);

deltas I =(outmodel I -outteste);

deltaqm I =sqrt(sum(deltas 1 .‘deltas 1 )/size(outteste, I))

% Rede 2

% Entradas: Todas

% Saida: Loglstica

% Otimiza^So: Gradiente Conjugado Escalado

% Jtera^des: 500
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% Neuronics: 4 (M&lia das Eniradas)

intreino=data( 1:9425,1:8);

invalida=data(9426:12567,1:8);

inteste=data( 12568:15709.1:8);

net2=mlp(8,4,1 .’logistic');

options=foptions;

options(l)=l;

options(14)=500;

[net2.options,erro]=netopt(net2.options,intreino,outtreino,’scg');

outmodelvalida2=mlpfwd(net2.invalida);

deltasvalida2=(outmodelvalida2-outvalida);

deltaqmvalida2=sqrt(sum(deltasvalida2.*deltasvalida2)/size(outvalida,l))

outmodel2=mlpfwd(net2.inteste);

deltas2=(outmode!2-outteste);

deltaqm2=sqrt(sum(deltas2.*deltas2)/size(outteste, 1))

% Rede 3

% Entradas:Idade + Tempo

% Saida: Logistica

% Otimiza?ao: Gradiente Conjugado Escalado

% Iterances: 500

% Neuronios: 2

intreino=data( 1:9425,1:2);

invalida=data(9426:12567,1:2);

inteste=data( 12568:15709,1:2);

net3=mlp(2,2,1 ,'logistic');

options=foptions;

options(l)=l;

options(14)=500;

[net3,options,erro]=netopt(net3,options.intreino,outtreino,'scg');

outmodelvalida3=mlpfwd(net3,invalida);

deltasvalida3=(outmodelvalida3-outvalida);

deitaqmvalida3=sqrt(sum(deltasvalida3.*deltasvalida3)/size(outvalida,l))

outmodel3=mlpfwd(net3,inteste);

deltas3=(outmodei3-outteste);

deltaqm3=sqrt(sum(deltas3.*deltas3)/size(outteste, 1))

54



• Algoritmo de Otimizagao Gradiente Conjugado Escalado

Fonte: [21]

A amplitude de cada passo de otimizagao para uma superficie quadr&ica pode

ser expressa por:

(1)

Para evitar o calculo da Hessiana acima ou a utilizagao de otimizagoes

unidimensionais a cada passo, foi criado por Mpller [22] o algorftmo de gradientes

conjugados escalades.

O algorftmo realiza uma aproximagao numerica para o termo que envolve a Hessiana

(2)

A aproximagao numerica para (1) e entao:

(3)

Para que esta otimizagao funcione duas condigoes devem ser validas:

(1) A fungao a ser minimizada e quadr^tica

(2) A Hessiana e positiva definida

Para superffeies genericas, nada garante que a Hessiana e positiva definida, e um

passo de otimizagao usando (3) pode aumentar o valor da fungao a ser minimizada em

algumas diregoes. A fim de usar a aproximagao numerica (3), a equagao 1 pode ser

alterada para:
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em(l). Seja e = £0/|p7|, onde £0 e uma quantidade positiva e pequena, observa-se que:

VE(wy + £dj)~ VE(w7) 
£

Hd. *

aj=~

VE(Wj +£dj)« 'VE(wj') + £Hdj

dj.VE(wj) 
dj.Hdj



(4)aj=~

Onde o parametro regula a escala de cada passo, e e inicializado como/y =1.0

tamanho do parametro de escala e inversamente proporcional a amplitude do passo de

otimizaqao.

Fletcher [23] introduziu uma medida de grau de similaridade local entre a fun^ao e

uma superffcie quadratica:

(5)

Ao substituir (1) em (5), a equa^ao pode ser simplificada para:

(6)

Atraves destes parametros de compara^ao, sao feitas escolhas heurfsticas para o

parametro de escala a cada passo da otimizaqao, conforme o que segue:

a.

b. Se 0.25 < Ay < 0.75 entao /;+I =

Se Ay. <0.25 entao =4/y;c.

d. Se A;. < 0 entao /;+1 = 4/y., nao sendo o passo de otimizagao realizado

Finalmente, o algorftmo de gradientes conjugados escalados pode ser entendido como

sendo a sequencia das seguintes etapas:
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=22.
2

E(wj)-E(wj+ajdj')
E^w^-E^w^ajd^

1 ■>
Onde Eq{wj +ajdj) = E{wj) + a]d VE(wj')+—a~jdj.Hdj

dj.VEtw/)

Se Ay > 0.75 entao /y+1

A,=

2[E(w ) - E( w+ ad})]
A . =---------- ---------------------- -—-—

J aJdj.dJ



1. Escolha um ponto inicial no espago dos parametros wt;

2. Inicialize o parametro de escala em /, = 1;

Calcule o gradiente no ponto inicial e faga a primeira diregao de orimizagao3.

ser d{ = -VE(w|);

Para descobrir a amplitude de cada passo na diregao dx utilizar (3) e (4);4.

Calcule w2 = wt+ atd,;5.

6. Pare se os criterios de convergencia forem satisfeitos;

7. Calcule o parametro de comparagao A;

Atualize o parametro de escala y de acordo com as condigbes acima;8.

9. Calcule VE(w2);

10. A nova diregao e dada por d2 - -VE(vv2) + /3Xdx, com /7, definido pela relagao

de Polak-Ribiere;

11. Va para o passo 3 para o novo d e para o novo parametro de escala y.
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