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RESUMO

Imagens codificadas por matrizes de intensidade sdo tipicamente
representadas por grande quantidade de dados. Embora existam inimeras abordagens
para analise de imagens, o conhecimento sobre problemas especificos é raramente
considerado. Este trabalho trata sobre problemas de analises de imagens cujas
solugbes dependem do conhecimento sobre os dados envolvidos na aplicacio
especifica. Para isso, utiliza técnicas de mineragdo de dados para modelar as
respostas humanas obtidas de experimentos psicofisicos. Dois problemas de analise
de imagens sdo apresentados: (1) a analise de formas e (2) a anélise pictérica. No
primeiro problema (1), formas de neurdnios da retina (neurénios ganglionares de
gato) sdo segmentadas e seus contornos submetidos a uma calibragio dos pardmetros
de curvatura considerando a segmentagio manual de um especialista. Outros
descritores, tais como esqueletos multi-escalas sdo explorados para eventual uso e
avaliagdo da abordagem. No segundo problema (2), a analise pictérica de imagens de
home-pages serve para avaliar critérios estéticos a partir de medidas de
complexidade, contraste e textura. O sistema generaliza as respostas por um
experimento psicofisico realizados com humanos. Os resultados obtivos com as duas

abordagens revelaram-se promissores, surpreendentes e com ampla aplicabilidade.
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ABSTRACT

Images coded by intensity matrices tipically involve large amount of data.
Although image analysis approaches are diverse, knowledge about specific problems
1s rarely considered. This work is about image analysis problems whose solutions
depend on the knowledge about the involved data. In order to do so data mining
techniques are applied to model human response to psychophysical experiments.
Two image analysis problems are addressed: (1) shape analysis; and (2) pictorial
analysis. In the former, neuronal images (ganglion retinal cells of cat) are segmented
and curvature parameters are calibrated to identify extremities and branches on the
shape considering human segmentation as a reference. Descriptors such as multiscale
skeletons are also explored for potential application or evaluations. In the second
problem, a pictorial analysis of home-pages images feed an artificial aesthetics
criteria evaluator based on complexity, contrast and texture features. The system
models and generalizes the obtained human responses to psychophysical experiment.

The results for these two approaches are promising, surprising and widely applicable.
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1 INTRODUCAO

Varias teorias vém tentando verificar se existe a construcdo de uma
representacdo do meio-ambiente no sistema nervoso central [GORDON, 1989;
BRUCE & GREEN, 1990]. Experimentos neurofisiolégicos indicam que essas
representa¢des existem e que hd um mapeamento da superficie sensorial visual (a
retina) em regides do tecido cortical [HUBEL & WIESEL, 1962]. Além disso,
descobriu-se que esse mapeamento ¢ topografico, ou seja, preserva a vizinhanga da
entrada sensorial, e que em diferentes regides do cortex cerebral residem diferentes
tipos de representagdio. Estas evidéncias incentivaram as teorias de percepcao que
tratam o processamento visual como um sistema computacional hierarquico. Zeki
[ZEKI & SHIPP, 1988], por exemplo, propds uma arquitetura hierarquica para o
processamento visual no cérebro. Marr [MARR, 1982], com um enfoque mais
computacional, propds uma abordagem representacional da forma para a percepgio
visual. Contudo, ainda falta muito para se conhecer os processos que fazem uma
determinada representagio da forma a entrada para um sistema cognitivo.

Os objetivos nas abordagens computacionais sobre o cérebro variam desde a
concepcdo de novos sistemas de informacgfio até a tentativa de imitar o poder
computacional do cérebro. Este poder é invejado por conseguir tratar grande
quantidade de informagio com alto grau de paralelismo e com pequeno tempo de
resposta (muitas vezes apenas o suficiente). Além disso, a capacidade de utilizar o
conhecimento adquirido e descobrir novas maneiras de resolver problemas o faz uma
entidade computacional ainda longe de ser reproduzida.

A descoberta de conhecimento (KD - Knowledge Discovery) é um
paradigma computacional no qual uma maquina pode aprender a tomar decisdes a

partir do conhecimento adquirido. Em sistemas robéticos, esse paradigma leva o



nome de aprendizado de maquina (Machine Learning). O sucesso obtido com
sistemas mais dedicados e especificos levou sua aplicagdo para sistemas
administrativos e financeiros que envolvessem grande quantidade de dados
armazenados em bancos de dados. Dai seu nome para essa nova aplicagio:
descoberta de conhecimento para bancos de dados (Knowledge Discovery in
Databases) ou simplesmente KDD [FAYYAD et al., 1996].

A analise de imagens € o primeiro passo na direcio da representacio da
Imagem, € portanto, no desenvolvimento de um sistema de visio computacional. Esta
analise pode ou ndo considerar o conhecimento sobre a imagem. Para termos uma
idéia sobre a importancia do conhecimento, consideremos a imagem de uma regido
de cultivo obtida por satélite (Figura 1). Suponhamos que a um individuo humano
seja atribuida a tarefa de segmenta-la, ou seja, separar a imagem em regides de
interesse ou entdo distinguir um ou mais objetos de um fundo. Este individuo pode
tentar desenhar regides a partir de algum critério (por exemplo, intensidade de niveis
de cinza) ou ainda utilizar métodos de segmentacio ja existentes [CAMPOS et al.,
2000]. No entanto, se a ele ndo for dada informacio alguma ou ainda se nfio possuir
um conhecimento anterior sobre a imagem, serd muito dificil ou impossivel

identificar as estruturas e relaciona-las na imagem.

Figura 1 - Imagem obtida por satélite de uma regido de cultivo.

Portanto, o conhecimento determina os critérios sobre os quais uma imagem
deve ser analisada antes de ser representada. Mais ainda, ser4 possivel avaliar se uma
segmentacdo determinou corretamente os limites de um objeto a partir de uma

referéncia conhecida, ou seja, o “ground-truth”.



A anilise da imagem inicia-se com sua segmentagio, separando-a em
regides de interesse cujos limites definem (ou n#o) a forma de um objeto (Figura 2).
Pardmetros como limiares de intensidade ou textura sio freqiientemente usados como
critérios de segmentagio [SCHALKOFF, 1989]. Seus desempenhos sio conhecidos e

sdo adequados para condi¢Ses controladas.

IMAGEM

/ segmentacdo % pardmetros

objeto objeto objeto
! 2 N

Figura2 — A anilise de uma imagem a partir de um processo de
segmentagio com parametros e critérios conhecidos.

Um outro lado da questdo emerge quando o modelo n#o ¢ determinado por
uma caracteristica inerente & imagem. Neste caso, o objetivo é determinar um modelo
que, partindo de medidas globais ou de critérios subjetivos, influencie a escolha de
um parametro de segmentagdo ou uma avaliagio subjetiva. Quando este modelo é
construido baseado em critério deterministico, ele ¢ dado por uma férmula e a
escolha do pardmetro ¢ resultante da aplicagiio dessa férmula. Um exemplo € o
critério entrépico para segmentagdo de uma imagem [BRINK & PENDOCK, 1996;
WONG & SAHOO, 1989]. Nesse caso, o modelo da imagem é o histograma de
intensidade e o critério ¢ a diferenca entre entropias. O pardmetro é o limiar da
intensidade escolhido pelo modelo. Se a escolha for boa, os objetos serdo facilmente
identificados. A qualidade da segmentac3o, portanto, ¢ um reflexo da qualidade do
modelo.

Todavia, o critério pode ser a opinifio expressada por um grupo de pessoas,
ou de apenas um individuo, ou ainda o comportamento de animais. Neste caso nio ha
uma férmula que determine a escolha de um pardmetro. Por exemplo, supde-se que a
avaliaco estética de imagens por pessoas seja determinada por inumeros fatores. A
partir de uma hipdtese, sao escolhidas medidas da imagem que possam influenciar

esta avaliagiio estética. Neste caso, o critério corresponde  opinidio estética das



pessoas € o modelo para esse critério é construido baseado em medidas da imagem
[CONSULARO et al.,, 2000]. Para a segmentacdo de imagens, o critério pode
também ser baseado em opinides subjetivas [CAMPOS et al., 2000]. Assim, baseado
em medidas globais 0 modelo construido escolhe um limiar de intensidade ou escalas
adequadas.

Uma vez segmentada a imagem e as regides delimitadas, o problema ainda
néo estara resolvido, pois é preciso descrever a forma de cada regifio para representa-
la. Descrever a forma nio € tarefa simples, principalmente quando se trata de formas
extraidas de imagens naturais. H4 uma grande quantidade de abordagens para
estabelecer o repertério de simbolos com o qual uma forma deve ser descrita. Estes
repertorios dependem fortemente dos resultados da aplicagdo de métodos de
segmentacdo de formas ou da extracio de descritores. A segmentacido de formas
consiste em determinar pontos de importincia em um contorno. Tais pontos sdo os
que indicaro os limites de um segmento, que por sua vez definirio um simbolo do
repertorio usado para descrever a forma [SONKA et al., 1993].

Este trabalho aborda dois problemas de analise de imagens. O primeiro
procura identificar modelos que generalizem os critérios utilizados por especialistas
para segmentar formas. O segundo, busca modelos para avaliar critérios estéticos
subjetivos de uma populagdo. Estes modelos determinam também os atributos mais
significativos de um conjunto mais amplo de medidas.

A construgdo de modelos para descoberta de conhecimento ¢ chamada de
mineracdo de dados ou “data mining”. O foco deste trabalho estd no uso de técnicas
de mineragdo de dados para analise de imagens. Trés fases podem ser identificadas
para extrair um modelo para anélise de imagens.

Na primeira etapa, um conjunto de objetos ¢ dividido em dois conjuntos: um
conjunto de treinamento ¢ outro de testes. Os objetos de treinamento, que no caso sio
imagens ou formas, sdo medidos gerando assim um conjunto de atributos
{1, 2> .- » fo} - O que se quer modelar nesse trabalho sio seres humanos especialistas
ou entdo uma audiéncia. Deste modo, um conjunto destes sujeitos é submetido a
experimentos psicofisicos e instados a responder sobre os objetos de treinamento.
Estas respostas resultario um conjunto de respostas de treinamento Rireinamento QUE,

junto com as medidas e uma generalizagdo compordo um modelo. As respostas



desses objetos oferecerdo um conjunto de respostas do modelo Ry, (vVeja Figura

3).

O que se
quer modelar

R .
Obijetos de freinamento
Treinamento

J1: J25 v S

Medid
T Modelo

Figura 3 - Etapa na qual se obtem os modelos de treinamento.

Na segunda fase, ¢ momento de utilizar o conjunto de objetos de teste. Este
conjunto devera testar o modelo. Deste modo, as mesmas medidas {1, /25 - 5 fa} sd0
extraidas, agora para o conjunto de testes. O conjunto de respostas de teste, obtido do
sujeito pelo experimento psicofisico, serve como parametro de comparagdo com a

respostas do modelo. Portanto, um erro mede essa discrepancia de respostas (veja

Figura 4).
Modelo
Medidas T Tor o R
modelo
Objetos de
Teste
O que se R Erro

quer modelar

Figura 4 — Etapa na qual se obtém medidas e os modelos do objeto de
teste. As respostas de teste sio comparadas as respostas do modelo
acarretando um erro.

A terceira etapa consiste na busca do modelo cujo erro seja 0 menor, se
comparado aos dos objetos de treinamento. Esta busca pode encontrar o conjunto de

medidas cuja resposta apresente o menor erro. Uma vez atingido um erro satisfatério



ou adequado, o modelo pode ser validado e entdo utilizado em uma aplicagdo

adequada (veja Figura 5).
O que se
quer modelar
Objetos de Busca pelas
Treinamento medidas que
resultem no
menor Erro
J1525 o S \ 4
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Modelo
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Teste —>{ o |
O que se
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Figura 5 - Etapa na qual o melhor conjunto de medidas ¢ selecionado,
baseado no menor erro.

Este trabalho apresenta duas aplicagdes: uma para analise de formas e outra
para analise pictorica. Na primeira aplicagsio, um conjunto de formas de neurdnios &
separado em dois conjuntos: treinamento e teste. As medidas extraidas sio medidas
estatisticas da curvatura de cada forma. O objetivo da aplicagdo ¢ utilizar apenas
estas duas medidas globais para identificar cinco parametros que, aplicados a
curvatura, possam identificar extremidades e ramificagdes da forma. Na segunda
aplicagio, imagens de home-pages sio também separadas em dois conjuntos: um de
treinamento e outro de teste. O objetivo é buscar um modelo que permita a avaliagio
estética de home-pages relacionando medidas pictéricas destas imagens com
avaliagdes subjetivas de uma audiéncia.

Estas aplicagdes utilizam o esquema genérico da Figura acima para buscar
os modelos de cada uma delas. Além destas aplicagGes, métodos para descrever
formas € novos atributos foram estudados e sio apresentados também. Esta tese
apresenta-se conforme cada um dos capitulos descritos a seguir.

Um capitulo introdutério (capitulo 2) sobre percepedo visual e descoberta de

conhecimento relaciona algumas das principais teorias de percepgdo visual e também



identifica as abordagens computacionais nas quais é viavel a construcio de modelos
permitindo a aplicagéio de técnicas de mineragdo de dados. No capitulo 3, estas
técnicas sdo abordadas e as etapas e desafios que devem ser vencidos para a
constru¢do de um sistema de conhecimento sdo apresentados. Além disso, este
capitulo descreve um conjunto de técnicas que foram utilizadas para os experimentos
desse trabalho como algoritmos genéticos e interpolagdio por “thin-plate spline”.
Outras tecnicas que foram uteis no decorrer dos experimentos e que poderio ser titeis
em desenvolvimentos futuros, tais como classificadores e agrupadores, sio também
abordados.

Um capitulo sobre prospecgio de atributos e descritores de forma foi
incluido (capitulo 4), descrevendo medidas que foram desenvolvidas na tentativa de
obter desempenho ou como alternativas a descritores existentes. Assim, uma
abordagem baseada na teoria de campos eletrostaticos e outra de esqueletonizagdo
multi-escalas sem deslocamento de borda sio apresentadas. A seguir, o capitulo 5
trata dos experimentos elaborados para analise de formas. Duas abordagens ilustram
diferentes enfoques: (1) um modelo para a calibracio de medidas globais da
curvatura, que s3o utilizadas para compor um modelo de detecgdo de extremidades e
ramificagdes em formas neuronais planares; (2) uma abordagem que aplica a
esqueletonizagdo multi-escalas para descida da estrutura esqueletal de forma a
detectar saliéncias.

O capitulo 6 trata sobre anilise pictérica ilustrando o tema com uma
aplicacdo de avaliagdo estética de home-pages. Medidas que influenciam a avaliacio
estetica de individuos humanos foram modeladas por interpolagdes usando “thin-
plate spline”. Os melhores modelos ou combinagdes de features, foram buscados por
um algoritmo genético e também pela “forca bruta”. Os modelos de conhecimento
foram construidos a partir dos dados obtidos por um experimento psicofisico no qual
individuos humanos explicitaram sua avaliacio estética sobre as imagens das home-
pages.

Por fim, um capitulo de discussfio e conclusdes (capitulo 7) apresenta os
desafios que ainda precisam ser superados para que abordagens de conhecimento em

analise de imagens possam ser utilizadas em aplicagdes comerciais ou industriais. As



perspectivas promissoras para este trabalho sio também apresentadas, delineando um

conjunto de desenvolvimentos futuros a partir dos resultados promissores obtidos.



2 PERCEPCAO VISUAL E DESCOBERTA DE CONHECIMENTO

A percepgdo visual é o processo como sio organizadas informacoes
sensoriais com o objetivo de fornecer significado a um ambiente. Uma grande
quantidade de teorias tenta decifrar a percepco em seres humanos ou em animais. Os
proprios autores de trabalhos que tentam listar estas teorias admitem que explicam
apenas um pequeno conjunto delas [GORDON, 1989; BRUCE & GREEN, 1990].

O enfoque de tais teorias também ¢ diverso. Variam entre abordagens
fisiologicas, psicoldgicas, ecologicas ou computacionais, entre outras.

Abordagens fisiologicas buscam modelos neuronais ou organicos que
possam descrever arquiteturalmente o funcionamento do cérebro humano. Assim,
para o caso da visfo, neurdnios sensoriais como o0s cones e bastonetes, as células
ganglionares na retina, o niicleo geninulado lateral (LGN), as 4reas visuais do cértex
cerebral, além de todas as areas cerebrais de alguma forma relacionadas & visio tém
sido intensivamente explorados por pesquisas envolvendo fisiologia e modelos.
Hardclastle [HARDCASTLE, 1999] classifica estes modelos em trés grupos:
detec¢do de atributos, sistemas dinfmicos e microprocessamento dendritico. Todas
estas abordagens t€m o objetivo de identificar padrdes para descobrir conhecimento.
A detecgdo de atributos considera os sinais de um neurdnio como a unidade basica de
cognigdo. Modelos por sistemas dinamicos tentam identificar padrdes em uma escala
maior como redes, regides ou tecidos neurais. O microprocessamento dendritico foca
as redes dendriticas como uma unidade cognitiva. Trabalhos nesse sentido
identificam inclusive gramaéticas a partir de estimulos aplicados em redes baseadas
em neur6nios reaisfCOSTA et al., 1998].

As abordagens psicoldgicas buscam entender a percepgdo por aspectos

externos 2o individuo e hipotetizando sobre seu comportamento. O que se busca
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portanto, ¢ confirmar tais hipdteses e correlaciona-las com resultados de
experimentos psicofisicos. O experimento psicofisico requer apenas um conjunto de
estimulos sob condigdes controladas e um conjunto de sujeitos ou individuos para
serem realizados. Exemplos de experimentos psicofisicos incluem aqueles cujos
estimulos testam limiares da percepgio buscando determinar escalas e limites
sensoriais. Devido a sua simplicidade, o experimento psicofisico é talvez a maior
fonte de dados para estudo da percepgiio [GORDON, 1989]. Novamente a busca por
padrdes e conhecimento esta presente na abordagem. Um padrdo de comportamento
definido pelos resultados de um experimento psicofisico deve estar correlacionado
com uma hipétese cognitiva, como por exemplo, as leis de agrupamento da teoria
Gestalt.

Um outro tipo de abordagem é a ecoldgica. Desenvolvida por Gibson
[GIBSON, 1950], esta abordagem destaca-se por considerar a informagédo perceptiva
presente no estimulo e n3o no aparato biolégico. Deste modo, a percepgdo se
caracterizaria por ser um ato de captura e n3o resultante de um processo passivo de
recep¢do do aparelho sensorial [BRUCE & GREEN, 1990]. Por exemplo, a
percepcdo de distancia ¢ influeciada, segundo Gibson, pelo gradiente da textura do
fundo de uma cena. Desse exemplo, percebe-se que hé a necessidade de um padrio,
ou seja, uma caracteristica do fundo da cena, para que haja a percepcdo de uma
medida. Ha, portanto, um processo de descoberta de conhecimento (distancia ou
profundidade de um objeto em uma cena) sobre um padrdo (o fundo da cena).

Embora a classificagdo das teorias tente compartimenté-las, sio cada vez
mais freqiientes estudos relacionando-as. As hip6teses que a teoria Gestalt tentaram
explicar muito subjetivamente tém sido relacionadas com modelos computacionais
conexionistas [PALMER, 1992], com modelos representacionais [AHUJA &
TUCERYAN, 1989] ou ainda com evidéncias neurofisiolégicas [WESTHEIMER,
1999].

As abordagens computacionais buscam descrever algoritmicamente o
processo de percepgdo. Esta descrigio algoritmica acarreta um modelo
computacional do cérebro, o qual é muitas vezes criticado por apresentar grandes
discrepancias com a realidade, mas reconhecidamente ttil em simulacdes. Os

modelos representacionais baseiam-se em descri¢des das cenas de um ambiente.
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Marr [MARR, 1982] propde um modelo que decompde uma cena em quatro
representagdes hierarquicamente relacionadas: (1) a intensidade em niveis de cinza;
(2) o primal sketch composto por primitivas sobre as mudangas de intensidade, sua
distribui¢do e organizagdo; (3) o 2%-D sketch que descreve o ponto de vista do
observador; (4) a representagdo 3D explicitando a organizacio espacial baseada no
objeto descrito.

A representag@o pressupde ndo sO a extragdo de primitivas, mas também a
construg¢do de sentengas para que ao final resulte uma descri¢do global da cena. A
cada etapa, portanto, devem ser armazenadas representagdes intermediérias para que
a etapa seguinte possa prosseguir. A abordagem conexionista é baseada em modelos
de neurdnios ou unidades cujo papel € servir de ativador ou inibidor de entradas que
influirdio em uma saida. Esta saida, por sua vez, serve como entrada para outras
unidades. O apelo a esse tipo de modelo é que ele dispensa o armazenamento dos
resultados intermediérios, permitindo que as sentencas sejam definidas apenas pela
arquitetura. O paralelismo inerente e a possibilidade de aprendizado fazem esta
abordagem atraente, mas sua complexidade ¢ a forte dependéncia de parametros
torna-a muitas vezes inviavel em aplicagdes reais. Por isso, tais modelos tém servido
como etapas em abordagens representacionais como mapeamentos de entradas
sensoriaisf BRUCE & GREEN, 1990] ou em sistemas de reconhecimento de padrdes
[DUDA et al., 1998].

A procura por modelos de percepcdo estd intimamente relacionada a busca
de conhecimento e ao reconhecimento de padrdes. Uma ferramenta que consiga
extrair a representagio visual e deduzir regras cognitivas utilizando uma abordagem
representacional pode ser construida utilizando a arquitetura da Figura 6. Na
ilustragdo, sio identificadas trés etapas das quais as informacdes se transformam: (1)
0 sensoriamento, no qual os estimulos provenientes de um ambiente sfio introduzidos
no sistema; (2) a percepgdo que transforma os estimulos em atributos; (3) a cognicio
que extrai regras ou induz comportamentos para compor um conhecimento.

Um sistema de descoberta de conhecimento busca reproduzir as etapas do
processo cognitivo. Os objetivos podem ir desde uma simples selecéio de atributos até
o estabelecimento das sentengas que servem para inferir regras sobre os dados que

fazem, nesse caso, o papel dos estimulos.
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Para modelos de percepgio visual, os estimulos sdo restritos as imagens.
Assim, um sistema de descoberta de conhecimento que utilize modelos de percepgio
visual deve considerar imagens como seus dados de entrada. A correspondéncia

bioldgica entre o processo cognitivo e a descoberta de conhecimento é explorada

logo no tratamento do estimulo imagem.

N

AMBIENTE Percepcio COGNICAO

OJUDWILLIOSUIS
Representacdo

Figura 6 - Arquitetura para uma abordagem representacional de
percepgdo.

A abordagem computacional da qual esse trabalho trata considera um
sistema KDD com uma arquitetura similar ao da Figura 6. Deste modo, uma base de
imagens contera os estimulos. Estes estimulos podem ser diretamente a imagem em
niveis de cinza ou colorida para analise pictdrica, ou o contorno de uma forma
extraida por um processo de segmentacio e que € submetida a analise de formas. O
conjunto de estimulos passa por processos de mensuragao (featuring). Estes atributos
representam a percepgdo propriamente dita. A partir de generalizagbes ou
classificagdes, cada imagem poderd ser representada por sentengas ou por regras
desaguando na cogni¢do daquela imagem.

Na proxima segdo, a minerago de dados sera abordada como uma etapa do
processo de conhecimento. Técnicas tteis serdio apresentadas e muitas delas

implementadas para compor um ambiente de experimentos.
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3 MINERACAO DE DADOS

A sociedade da informagio caracteriza-se pelo que produz, ou seja,
informagdo em profusio. Para fins de armazenamento e recuperagio de dados, a
abordagem tradicional e que ainda prevalece devido a limitagdes tecnolégicas é o
banco de dados. Os bancos de dados permitem armazenar e recuperar a informagio
mantida em meio magnético de uma maneira efetiva. Embora exista em BDs
ferramentas que permitam reduzir os dados, tais como opera¢des embutidas da
algebra relacional em linguagens de defini¢io (DDL — Data-Definition Language) e
de manipulagio de dados (DML — Data-Manipulation Language); ¢ imprescindivel
que se estenda ou se adicione operages que permitam analises estatisticas e de
reconhecimento de padrdes para um melhor entendimento dos dados. Deste modo,
evoliu-se para ferramentas que viabilizam anélises estatisticas “on-line” (OLAP —
On-Line Analytical Processing), ou seja, a0 mesmo tempo em que o banco de dados
¢ atualizado suas analises também o s#o.

Entender os dados pressupde o objetivo de se fazer hipéteses sobre o que os
dados representam e como podem ser segmentados baseados em seus aspectos. Desta
maneira, técnicas de segmentagdo, classificagdo, agrupamento, generaliza¢io
permitem inferir regras ou deduzir comportamentos dos objetos representados pelos
dados. Estas técnicas envolvem desde abordagens mais simples como as arvores de
decisdo até aquelas mais sofisticadas para reconhecimento de padroes e de
aprendizado de maquina (machine learning). O conjunto destas técnicas aplicado a
grande quantidade de dados, normalmente residentes em bancos de dados
especializados chamados dafa warehouse ¢é convencionalmente chamado de

mineragio de dados ou data mining.
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Esta vasta quantidade de dados sobre a qual age um minerador de dados
resulta normalmente de registros histéricos sobre alguma atividade; ou entio de
ambientes que gerem inerentemente uma grande quantidade de dados; ou ainda que
apresentem relacionamentos complexos que nio sejam explicitamente modelados.

Dentre as aplicages tipicas que geram tais informagdes estdo operagdes
bancarias, seqiienciamento do genoma humano, busca de informagio na “interner”,
mercado de agdes, pesquisa de mercado, analise de audiéncia, publicidade,
identificagio de galaxias, meteorologia, deteccdo de fraudes, entre muitas outras.

Para muitas destas aplicages, a mineragio de dados, embora seja a mais
importante, ¢ apenas uma das etapas de uma abordagem maior conhecida como
descoberta de conhecimentos e abreviada pela sigla KD (Knowledge Discovery).
Quando aplicada sobre bancos de dados usa-se o termo KDD (Knowledge Discovery
in Databases).

Fayyad et al. [FAYYAD et al,, 1996] dividiram um KDD em cinco etapas.
Esta divisdo é adequada para entender as tarefas e ferramentas necessérias em um

processo de KDD e ¢ utilizada intensivamente na literatura sobre o assunto,

INTERPRETAGAO &
AVALIACAO

CONHECIMENTO

principalmente quando relacionada a negéei-

MINERAGAO
DE DADOS

&

TRANSFORMAGAO

4

PRE-PROCESSAMEN% l

Figura 7 — O processo de mineragio de dados segundo [FAYYAD et al.,
1996].
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A minerag3o de dados € a parte mais importante em um sistema de KDD
porque suas técnicas ¢ que permitirfio a identificagio de padrdes. No entanto, para
tornar um sistema KDD viavel é necessaria uma infra-estrutura que permita:

(1) armazenar em grande volume e com uma normalizag3o adequada;

(2) consultar e visualizar analises estatisticas sofisticadas dos dados;

(3) gerar um banco de regras cujo papel é viabilizar inferéncias rapidas

sobre os dados e padrdes analisados;

(4) executar métodos de classificagio que permitam testar hipéteses sobre

algum objetivo.

Para tornar essa infra-estrutura possivel, estd disponivel um conjunto de
tecnologias. Algumas destas tecnologias tém recebido grande atencio de fabricantes
e vém permitindo constante melhoria de desempenho. Os data warehouses
caracterizam o item (1) e as ferramentas OLAP caracterizam o item (2). Estas
tecnologias permitem nio s6 um melhor desempenho em consultas, mas também
definir politicas de utilizag3o, isto &, quais dados serdo utilizados ou integrados e
como serdo indexados.

O uso integrado destas técnicas e tecnologias ndo sé permite identificar
padrdes, mas também analisa-los com o objetivo de prever comportamentos. Os
dados disponibilizados por um OLAP, por exemplo, sio oferecidos de maneira
descorrelacionada a um treinamento. Este treinamento gera um conjunto de medidas
adequadas para que classificadores ou arvores de decisio possam identificar as
relagdes ou regras existentes entre os dados e o objetivo. E claro que nem sempre €
assim que se resolve um determinado problema. Por exemplo, se o objetivo n3o foi
estabelecido, o sistema KDD pode “garimpar” um conjunto de objetivos. Se o
problema for a existéncia de muitas medidas (atributos), o sistema KDD identifica
quais s30 as mais relevantes, ou ainda indica seu grau de relevancia. Percebe-se que
existem trajetérias em um espago de solugdes para os problemas de KD e que em
alguns casos, tais trajetrias podem estar sobrepostas ou algumas vezes nio existir.

A diversidade de técnicas e ferramentas disponiveis para construcio de
sistemas KDD aliada & diversidade de problemas ¢ suas peculiaridades, criou a

necessidade de se estabelecer paradigmas. Esta segdo preocupa-se portanto em
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revisar os paradigmas que serfio utilizados neste trabalho ou que tenham potencial
imediato de aplicagio no problema de modelos de avaliagdo ou segmentacio de
imagens ou formas. Antes de tudo, uma rapida introdugio sobre as tecnologias de
suporte a sistemas KDD ¢ apresentada. Em seguida, uma estrutura taxondmica &
proposta para classificar os paradigmas de KD, cujo principal objetivo é facilitar a

busca por trajetorias de solugdes adequadas.

3.1  Infra-estrutura

Atingir algum objetivo lidando com muitas tecnologias exige um
ingrediente fundamental: sinergia. Esta sinergia deve ocorrer nos diversos niveis da
aplicago, desde o modelo de dados até uma eventual decisio inferida ao sistema.

No modelo de dados esta sinergia pode ser conseguida por abordagens
tradicionais ou por solugdes dedicadas. As abordagens tradicionais tém a vantagem
de possibilitar o uso de r utos “off-the-shelf” poupando tempo de
desenvolvimento. No entanto, submete-se as restrigdes impostas pelas caracteristicas
de cada produto. Em uma aplicagdo dedicada, o grau de liberdade para teste de novas
solugdes é maior, porém o tempo de desenvolvimento e validagdo de resultados é o
principal problema. Embora a solugio adotada ao longo desse trabalho tenha sido
predominantemente a dedicada, introduziremos alguns conceitos sobre as abordagens
convencionais para oferecer suporte a sistemas KD, ja que solugdes tradicionais
podem também serem validas para tratar problemas de visdo computacional e

processamento de imagens.

3.2__Abordagem convencional

A abordagem convencional de um sistema KD consiste de cinco partes
principais: acimulo de dados, seleciio de dados, pré-processamento, mineragio de
dados e analise ou assimilagio da informag3o.

Para cada uma destas partes foram desenvolvidas tecnologias com
caracteristicas peculiares com relagio ao armazenamento e acesso aos dados, e
identificada com um ou mais niveis de abstragdes hierdrquicas. As tecnologias
adquiriram acrénimos que as identificam em algumas etapas. Para o acumulo de
dados a tecnologia é normalmente chamada de data warehousing, associando-a com

a Figurade um grande armazém de dados. A sigla. OLAP (On-Line Analytical
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Processing) identifica o processamento analitico que caracteriza a transformaciio dos
dados e cujas ferramentas incluem também métodos de preparagio e selecio de
dados, ou seja a etapa de pré-processamento. A prépria mineracio de dados é
amplamente chamada na literatura de data mining em uma alusdo a garimpagem de

informagdes valiosas em meio a uma grande mina de dados.

3.2.1 Data Warehousing

Uma das maiores dificuldades para pessoas que n3o sfio da area de Sistemas
de Informagcio (SI) € identificar a necessidade de dar um novo nome a um amontoado
de dados. Na verdade as tecnologias de data warehousing ndo sio imprescindiveis
em um sistema KD. No entanto, o tempo de resposta a uma consulta é um fator que
pode inviabilizar determinadas aplicagdes. O que mais fortemente caracteriza um
data warehouse € o tipo de dado que esta armazenado nele.

Para entender melhor o papel de um data warehouse, é importante ter em

mente alguns tipos de dados de um SI quanto & sua origem e utilizagio, ou seja,

dados transacionais, operacionais ou informacionais.

b (©)

Figura8 - Exemplo de dados transacionais: (a)caixa eletrénico;
(b) operagdes bancarias com celulares ou computadores portateis;
(¢) operagdes de comércio eletronico via internet.

Dados transacionais s3o aqueles obtidos em transagdes, ou seja, em

operagdes que uma vez finalizadas, seus resultados devem existir ou nio
(atomicidade), ndo havendo possibilidade de existir apenas parte do resultado.
Exemplos desse tipo de dado sdo aqueles adquiridos em caixas eletronicos de bancos
ou quiosques sobre orientagdo; em aplicacdes realizadas em nodos remotos ou
moveis de redes (locais ou ndo), internet, entre outros (Figura 8). Para esse trabalho,
este tipo de dado corresponde aos dados adquiridos em um experimento psicofisico
implementado em um ambiente web. Aplicagdes transacionais sio implementadas

por tecnologias conhecidas como OLTP (On-Line Transaction Processing),
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dedicadas a tratar dados cujo tempo de acesso para uma altera¢3o ou consulta a uma

ou mais tabelas seja critico.

Os dados operacionais s3o aqueles resultantes da operagdo sobre um banco

de dados, acarretando a geragio de informagio intermediaria ou relatérios
operacionais. Alguns exemplos de dados operacionais sdo dados gerados pelo
processamento de uma folha de pagamento de uma empresa; sistemas de fluxo de
caixa didrio, ou seja, aqueles dados envolvidos no quotidiano operacional de uma
atividade (Figura 9).

| DELOVERY
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Figura9 - Exemplo de dados operacionais: fluxo de caixa, folha de
pagamento, controle de estoque, faturamento.

Os dados informacionais, por sua vez, resultam da geragdo de informagdes

consolidadas e agrupadas dos dados transacionais e operacionais. Assim, ¢é
identificada a significincia de um dado que sera consolidado copiando-o ou
transformando um conjunto de dados pela aplicagio de operagdes matematicas ou
estatisticas em um dado informacional. Uma ilustragdo para esse tipo de dado ¢é a
informac@o freqiientemente contida em relatérios gerenciais ou a monitoracgio de

indices em uma bolsa de valores (Figura 10).

Figura 10 — Exemplo de dados informacionais em bolsa de valores.

Os data warehouses acumulam dados informacionais [CABENA et al,
1997].
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Tipicamente, um banco de dados ¢ modelado logicamente, privilegiando os
relacionamentos conceituais. Isso permite que as consultas ou alteragdes sejam
executadas levando-se em consideragdo o fluxo de informagio do SI (Sistema de
Informagdo). Um conjunto de normalizages permite ainda que se controle a
redundancia do modelo l6gico para que o mimero de operagdes de jungdes € a
quantidade de indices sejam minimizados reduzindo também o tempo de acesso. A
Figura 11 ilustra os extremos desse processo, ou seja, a Figura 11a mostra um
esquema de um banco de dados operacionais ou transacionais apresentando varios
indices. Cada indice corresponde a uma tabela dedicada a indicar a localizacsio de
uma informagdo de uma tabela em outra tabela. Se 0 modelo légico estiver atrelado
ao modelo conceitual, os indices podem melhorar sensivelmente o desempenho, seja
quanto ao tempo de acesso, seja quanto a redundancia de informag3o. J4 a Figura 115
mostra as tabelas de dados operacionais e transacionais consolidadas sobre uma
tabela informacional ou até mesmo de um data warehouse. Nesta caso, abre-se mio
do modelo conceitual, permitindo certa redundincia para que haja uma maior

flexibilidade em consultas mais genéricas.
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Figura 11 - Ilustra¢des de relacionamentos tipicos em dados operacionais
e transacionais (a) e para dados informacionais ()

Além dos obsticulos sobre o tempo de acesso, os bancos de dados

transacionais e operacionais oferecem pouco sobre a histéria dos eventos ocorridos
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em um SI. Essa limitagdo é muitas vezes imposta pelos modelos conceituais, para
que ndo armazenem uma grande quantidade de dados que servirdo apenas como mais
um fator de aumento do tempo de acesso e no tratamento da integridade.

No entanto, o data warehouse foi proposto para que as tabelas residentes
nele possam servir as analises histéricas. Além disso, as tabelas de um data
warehouse devem conter uma quantidade muito pequena de dados ruidosos. Para isso
uma fase de limpeza dos dados deve ser realizada. Esta fase ¢ de extrema
importancia, j4 que ird determinar quais informagdes influirio ou serdo ignoradas
seja por redundéncia, seja por irrelevancia.

E comum que dados transacionais e operacionais estejam fisicamente
localizados em diferentes lugares. Assim, é necessaria uma integracdo destes dados
no data warehouse. Algumas abordagens centralizam o data warehouse e outras
distribuem seu contetido em unidades departamentalizadas chamadas data marts.
Contudo, mesmo distribuidos eles devem permanecer conceitualmente integrados.
Modelos conceituais para data warehouses tém sido concebidos [GOLFARELLI et
al., 1998] e regras de normalizagio que considerem as redundéncias inerentes a ela
sdo considerados em varios trabathos.

Assim, os dados em um data warehouse ficam dispostos em tabelas com
grande quantidade de atributos (colunas). Isto ¢ conseqiiéncia de quatro possiveis
processamentos: (1) criagdo de novos atributos resultantes de consolida¢Ges
(estatisticas por exemplo); (2) redugio dos dados assumindo um critério de
significancia; (3) desnormalizagio para minimizar a sobrecarga de indices definidos
por um modelo 16gico; e (4) limpeza dos dados para eliminar problemas de

integridade devido a fontes heterogéneas de dados.

3.2.2 OLAP (On-Line Analytic Processin 2)

O OLAP ¢ caracterizado pelo seu principal objetivo: dispor os dados de
forma que facilite seu acesso a analise e visualizagdo. A origem dos dados pode ser
transacional, operacional ou ainda um data warehouse. O resultado de um OLAP
pode ter multiplos destinos: visualizagdo, relatorios, mineragio de dados ou consultas

especializadas (hipotetizacdes).



21

Codd et al. [CODD et al., 1993] propdés o OLAP para dar suporte aos
sistemas de auxilio a decisdo (DSS — Decision-Support Systems) em um contraponto
aos modelos conceituais e 16gicos que sustentam os dados transacionais (OLTP) e
operacionais cujos representantes mais conhecidos sio Entidade-Relacionamento

[CHEN, 1976], Orientado a Objetos e Relacionais [CODD, 1970].
(a) (b)
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Figura 12 — Visdo multidimensional de dados fornecida por um OLAP.

A motivagio para a proposicio de um novo modelo conceitual foi a
constante necessidade de se considerar atributos temporais nas analises. Assim,
sentiu-se a necessidade de um modelo que tratasse o tempo como uma dimensdo e
ndo como um atributo meramente informativo. Um caminho de consolidacio define

os atributos e os calculos usados para sintetizar uma informagio. Por exemplo, Na
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Figura 12a, as consolidagdes podem ocorrer apenas em uma dimenséo. Por exemplo,
a media de todos os pontos. Ja na Figura 12, as consolida¢des podem ocorrer em
qualquer uma das duas dimensdes definidas por cada atributo e também para cada
intervalo. Na Figura 12¢ os caminhos sio mais numerosos ainda, e conforme evolui o
nimero de atributos, maior este espaco se torna. Justificando a existéncia de uma
Visdo Conceitual Multidimensional e de ferramentas apropriadas para implementa-la,
Codd et al. tratam como dimensio qualquer caminho de consolidagio de dados
introduzindo assim o conceito de OLAP. Virios modelos conceituais
multidimensionais foram propostos e sfo avaliados em [PEDERSEN & JENSEN,
1998].

Basicamente, uma ferramenta OLAP deve permitir consolidag3o e extragio
de informagbes dos dados com um grau de liberdade oferecido pelo espago de
atributos. Além disso, sua implementacgio deve permitir acesso rapido as informagdes
consolidadas ou relacionadas.

Diversas ferramentas implementam OLAP [DHAR & STEIN , 1997], porém
alguns autores tratam-no meramente como um paradigma de mineracio de dados
[FREITAS & LAVINGTON, 1998]. Outros consideram-no uma etapa precedente a
mineracio, isto ¢, apenas um mecanismo de acesso e consolidagdo de dados
[TANLER, 1997]. O que na verdade tém surgido sio produtos que inicialmente
implementavam métodos de consolidacdo e analise de dados, mas que posteriormente
agregaram a capacidade de desempenhar tarefas de qualquer fase de um KDD.
Portanto, tornaram-se ambientes ou ferramentas facilitadoras na construgdo e

manuten¢do de sistemas KDD.

3.2.3 Mineracio de Dados — DM (Data Mining)

Mineragéo de Dados (DM) € o componente determinante de um processo de
descoberta de conhecimento KD. A diversidade de algoritmos e abordagens para DM
€ imensa ¢ na tentativa de situar o leitor nesse intrincado €spago propusemos uma
taxonomia das técnicas disponiveis dentro de suas respectivas abordagens em DM, ja
que uma boa quantidade destas técnicas é utilizada em mais que uma abordagem.

Vérios autores [FAYYAD et al., 1996; REINARTZ, 1999; WEISS &
INDURKHYA, 1997] definem fases para a descoberta de conhecimento. Em
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[TWOCROWS, 1998] o processo de descoberta de conhecimento ¢ dividido nas

seguintes fases e subfases:

1 Identificagdo dos Objetivos;
2 Construgio do Banco de Dados para a Mineragéo
a.) Coleta de Dados;
b.)Descrigio dos Dados;
c.) Selegdo;
d.) Avaliagdo da qualidade dos dados e Limpeza;
e.) Consolidagio e Integragao;
f.) Construgdo de Metadados;
g.) Carregar os dados no BD de Mineragio;
h.)Manuteng¢io do BD de Mineragio
Exploragdo dos Dados
4 Preparagio dos Dados
a.) Seleg@o de atributos;
b.) Amostragem,;
c.) Construgio de novos atributos;
d.) Transformagio dos atributos
Construc¢io do Modelo
6 Avaliagio e Interpretagio
a.) Validagdo do Modelo;
b.) Validagdo Externa
7 Desenvolvimento do Modelo e Resultados
8 Acompanhamento

w

W

3.2.3.1 Identificacdo dos Objetivos

Embora sendo a fase inicial, a identificagio dos objetivos é crucial no
processo de KD, pois ela define o resultado esperado e conseqiientemente influi
fortemente no conjunto de métodos e ferramentas que serdio utilizados. Se a meta for
entender a natureza dos dados (modelo de entendimento) e obter respostas a
questionamentos sobre tal natureza, entdo ferramentas de segmentagio
(classificadores e agrupadores) e tomadores de decisio serio muito provavelmente
utilizados. Ja se o objetivo for a previsio de comportamentos (modelo preditivo),
sera mais recomendavel utilizar reconhecedores de padrdes que consigam generalizar
ou aprender a partir de um sistema mais complexo ou de ocorréncias anteriores.

Os objetivos podem ainda evoluir de modelos de entendimento para
modelos preditivos. Nakhaeizadeh et al. [NAKHAEIZADEH et al., 1997]1 mostram

as etapas que fazem parte desta evolugio. A descricdo e a sumarizag¢do dos dados é

" apud [REINARTZ, 1999]



24

tipicamente uma parte do objetivo e auxilia a formulagio das hipéteses para
encontrar informagdes ocultas nos dados. A segmentacdo, como o proprio nome diz,
separa os dados em classes ou subgrupos significantes e interessantes. Técnicas de
agrupamentos (clustering) sio comumente aplicadas para esse objetivo. A descrigcdo
conceitual consiste da atribuicdo de um conceito ou um significado a um grupo
segmentado. Esse pode ser um objetivo ou apenas uma etapa para obter novas idéias.
Algumas técnicas segmentam e atribuem conceitos concomitantemente (agrupamento
conceitual). A detec¢do de desvios procura por ocorréncias que sejam diferentes em
alguma medida. Objetivos desse tipo podem ser um resultado final (detecgdo de
fraudes) ou uma etapa de limpeza de dados. A andlise de dependéncia associa
conceitos que dependam de outros conceitos. E uma etapa fundamental para modelos
preditivos e tém como entrada os resultados da descri¢iio conceitual. A classificagdo
ja supde a existéncia de diferentes classes e entfio o problema passa a ser definir o
modelo que melhor classifique as ocorréncias. Este é um objetivo final fregiiente em
diversas aplicagSes. A previsdo consiste em encontrar um atributo numeérico para
ocorréncias desconhecidas. A classificagio distingue-se da previsio pela atribuigiio
de um atributo simbélico ao resultado.

As fases seguintes dependerfio diretamente dos objetivos definidos, pois
decisdes serdo tomadas em fungio deles, inclusive medidas de conhecimento sdo

definidas tendo em mente as metas a se alcancar.

3.2.3.2 _Construgdo do Banco de Dados para Mineracdo

Para que um banco de dados seja submetido a minera¢do de dados, um
conjunto de tarefas deve ser realizado para que se assegure a origem, a qualidade, a
clareza e a transferéncia dos dados para o BD de mineragdo. A construcdo se inicia
com a coleta dos dados. Nesta fase a origem dos dados é identificada. Muitas vezes,
€ necessario o uso de fontes externas ou entdio elaborar processos de coleta. No
primeiro caso, as fontes externas podem ser obtidas em bancos de dados
institucionais (censo, orgdos governamentais, laboratérios, hospitais) e neste caso ha
a suspeita de que tais dados possam gerar informag3o sobre o objetivo definido na
fase anterior. Na elaboragiio de um processo de coleta, os dados podem ser mais bem

definidos pelos projetistas, no entanto, corre-se o risco de se influenciar o processo
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de KD, pois dados fundamentais podem ser excluidos da composi¢io do
conhecimento. E possivel que todo um modelo possa ser invalidado pela
incapacidade de se fazer uma coleta isenta de influéncias. O administrador do banco
de dados (DBA ~ Database Administrator), é a pessoa que tem a responsabilidade de
definir, baseado em restri¢des do projeto do BD. Assim, questdes como custo,
organizagdo e midias de armazenamento, requisitos de seguranca e privacidade além
das restrigdes de uso sdo muitas vezes determinantes no sucesso de um projeto de
descoberta de conhecimento (KD).

Os dados coletados passam entdo por um processo de selegcdo para definir
quais dados deverdo ser submetidos ao processo de descoberta. Ressalva-se aqui que
este tipo de selecdo ndo corresponde 2 selegdo de atributos. Nesta etapa, dados que
ndo serdo relevantes ndo deverdo ser incluidos no BD de minerago. Por exemplo, se
o interesse for descobrir modelos sobre uma determinada regifio geografica ou pais e
na origem dos dados constam dados mundiais, deverio ser retirados os dados que ndo
correspondem aquela regifio ou pais.

Como os dados podem vir de origens diferentes, é natural a ocorréncia de
redundéncias, problemas de integridade de dominio ou nomenclatura, ou ainda
inconsisténcias. Uma fase de consolidacio e integracdo dos dados deve ocorrer para
que dados redundantes possam ser eliminados adotando um dos valores. Problemas
de integridade como campos contendo valores com mesmo significado mas de
naturezas diferentes (continuos, discretos ou enumerados) devem ser uniformizados.
Dados inconsistentes, por sua vez, sio aqueles cujas ocorréncias sio Impossiveis ou
que ndo pertengam ao dominio. Por exemplo, homens gravidos, valores invélidos ou
quantidades negativas. Estratégias para resolver este problema sio similares aquelas
adotadas para resolver valores inexistentes e que sfio descritos logo a seguir.

Os dados coletados devem passar ainda por processos de avaliagcdo que
permitam assegurar que as medidas coletadas sejam compativeis com o que se quer
medir, ou seja, € preciso avaliar a qualidade dos dados. Reinartz [REINARTZ, 1999]
destaca duas alternativas: (1) a mais imediata é deixar por conta do algoritmo de
mineragio de dados que possa trabalhar com dados imperfeitos; ou entdio (2) o
analista dos dados (humano) elimina os ruidos utilizando suportes como

visualizagdo, analise de dados ou agrupadores. Dentre os objetivos dessa etapa estiio
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(@) a remogdo de ruidos e valores muito fora do dominio (outliers) e (b) definir um
tratamento adequado para valores inexistentes. Métodos de agrupamento (clustering)
que permitem desconsiderar outliers ou filtros sio utilizados na etapa (a). Para (b)
algumas estratégias podem ser uteis no tratamento de valores inexistentes. (?) Gerar
um atributo com o valor inexistente permitiria considerd-lo como um estado
relevante do objeto. (i) Ignorar objetos que apresentem valores inexistentes pode ser
til quando tais objetos forem raros, caso contrario, ha o risco de perder muitas
amostras; (iif) Substituir por outros valores requer uma mmposigdo baseada na
amostragem. Por exemplo, valores nominais podem ser trocados pelo valor modal.
Valores ordinais pela mediana e os continuos pela média. H4 ainda a possibilidade de
fazer o valor acompanhar a distribuicio do atributo correspondente.

A construcdo de metadados implica o estabelecimento de descri¢Ges sobre
os dados. Estas descrigdes, ou seja, os metadados, devem permitir o conhecimento
sobre as consolidages. Por exemplo, se um campo é resultante do célculo da média
sobre dados em outra tabela, devem ficar explicitos quais os atributos e como foi
calculado o valor do campo. Isto pode ser realizado por um banco de férmulas ou
mesmo permitindo que se armazene férmulas que serfio submetidas a um parsing
para analise sintatica e semantica de sua express3o.

E momento de carregar os dados no BD de mineracdo. Os dados devem
ser armazenados em uma tabela tipicamente com grandes tuplas, ou seja, com um
objeto ou amostra sendo descrito por um grande nimero de atributos. A ferramenta
de descoberta de conhecimento deve assegurar que a partir do momento em que os
dados constem no BD de mineragio eles farfio parte do processo da descoberta de
conhecimento. A partir de cada descoberta, os dados viio sendo refinados e novos
dados poderdo chegar ao BD de mineragdo. Assim, é necessirio um esquema de
manuten¢do do BD de mineragio que viabilize este refinamento permitindo a

adi¢io de novos dados passando pelas fases descritas acima.

3.2.3.3 _Preparacdo dos Dados

Esta fase € geralmente a mais demorada no processo de KD. Ela pode ainda
ser dividida em outras quatro fases: (a) Sele¢io de atributos, (b) Amostragem,

(c) Construgdo de novos atributos e (d) Transformagao.
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a) Selecdo de atributos. Com os dados limpos, ¢ realizada a selegdo das
varidveis independentes que serdo utilizadas no processo. E importante nessa fase
que se defina medidas de independéncia. Dentre tais medidas esta a taxa de
correlacdo definida por (1)[MULLEN, 1973]. Um valor nulo de r indica uma
independéncia entre os dois atributos x e y. Os valores extremos 1 e¢ -1 indicam

respectivamente uma dependéncia linear direta e indireta.
N
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Em (1), x; ¢ y; denotam um conjuntode dados com N elementos e cujos

respectivos valores médios correspondema X ¢ y.

Pode-se ainda lancar m3o de ferramentas de visualizagio ou de algoritmos
agrupadores que permitem avaliar um indice de qualidade geral dos agrupamentos
[JAIN & DUBES, 1988].

b) Amostragem. A amostragem é um recurso que permite a reducfio dos
dados para uma quantidade que viabilize processamentos mais sofisticados
envolvendo grande quantidade de dados. Cabe aqui destacar que as estratégias de
amostragem devem garantir que os dados sejam aleatoriamente amostrados, caso
contrario estara sendo inserida uma tendéncia no resultado.

¢) Construcdo de novos atributos. Quando os modelos nio forem bem
sucedidos, novos atributos devem ser construidos ou prospectados. Estes atributos
devem ser desenvolvidos de uma maneira independente dos existentes.

d) Transformacdo: Feita a selecio, e dependendo de seus resultados, é
possivel que se queira transformar o conjunto de dados para adequa-lo a um processo
de treinamento. Esta transformagio pode ser realizada, discretizando-se intervalos
(Alto, Médio e Baixo) em fungfio de limiares sobre um intervalo continuo. Pode
ainda ser tomada sobre estados (ligado, desligado, desconhecido) ou ainda
submetidos a fungdes de equalizagio (sigmdide ou arco-tangente) para considerar
apenas determinados intervalos. E absolutamente necessério que se entenda que tais

modificagdes podem alterar a qualidade do resultado.
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3.2.3.4 Construcdo do Modelo

A construgio do modelo ¢ um processo iterativo. A prospec¢do por
alternativas de modelos é realizada até que se encontre aquele adequado ao problema.
E necesséria, portanto, uma medida do desempenho que aplicada as ocorréncias que
nio foram usadas no treinamento permita a aprovacdo ou ndo do modelo (veja a
subsegio Avaliagdo).

O modelo ¢ construido levando-se em conta os objetivos definidos na fase
inicial (veja se¢do 3.2.3.1). Varias abordagens s3o uteis para atingir cada um dos
possiveis objetivos. No entanto, a intmera quantidade de métodos e técnicas
utilizados para isso torna conveniente o estabelecimento de uma taxonomia destas
técnicas e métodos. Weiss et al [WEISS & INDURKHYA, 1997] propdem uma
taxonomia bastante simplificada para construtores de modelos. Em um white paper
da Information Discovery Inc.[INFORMATION DISCOVERY, 1997], toma-se o
cuidado de adicionar uma classificagio desses construtores de modelos em funcio da

reteng@o dos dados, isto é, se os dados originais sdo utilizados durante o processo de

descoberta.
*K-VIZINHOS
*BASEADO EM CASOS
BAYESIANO INGENUO (NAIVE)
PARAMETRICOS
*INDUCRD _ ]
REGRAS .| PROGRAMAGAO GENETICA
LOGICOS
ARVORES DE
DECISAQ
Abordagens ESTIMADORES
sobre Mi 30 »{ ESTATISTICOS
3 +DE CLASSIFICACAD
de Dados «DE REGRESSAQ
*CART
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«ID3

*AGENTES
*REDES DE CREDIBILIDADE
sMATRIZES DE COOCORREN
sMODELO OCULTO DE MARKOV
(HMM)

sMAXIMIZACAO DA ESPERANCA

Figura 13 — Taxonomia proposta para as abordagens sobre mineracio de
dados.
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Inspirado nos trabalhos de Weiss et al [WEISS & INDURKHYA, 1997;
INFORMATION DISCOVERY, 1997], propde-se uma taxonomia mais abrangente
para as abordagens de minerag@o de dados baseada no paradigma de anilise a que os
dados serdo submetidos. Quatro grupos principais sdo identificados: (1) Nio
parameétricos; (2) Logicos; (3) Estimadores Estatisticos; e (4) Baseados em
Aprendizado (veja Figura 13).

A andlise ndo-paramétrica € o processo mais intuitivo de classifica¢do
[JAIN et al., 2000]. Para separar ou agrupar um elemento assume-se uma regra
baseada em uma medida de distdncia ou de similaridade. Uma regra bastante
conhecida € a regra dos vizinhos mais préximos (k-Nearest Neighbor), no entanto
ndo se garante que tais regras separem as classes conforme o objetivo de uma
mineragdo de dados ou selegfio, pois muitas vezes os critérios de separagio ou
agrupamentos exigem mais que uma simples métrica.

Os sistemas baseados em casos ou CBR (Case-based Reasoning)
assemelham-se a analogias. Um caso ¢ uma relagio entre um conjunto de atributos.
Relagdes similares a um determinado caso devem ser buscadas no BD de mineraco,
gerando um cenario, ou seja, um conjunto de casos possiveis. Este tipo de abordagem
¢ utilizado em ferramentas de visualizagdo para percorrer um BD ou entio para gerar
regras a partir de casos emblematicos e seus respectivos cenarios.

O método Bayesiano ingénuo consiste em aplicar a teoria de Bayes
escolhendo a classe de uma instdncia que apresente a maior probabilidade
a posteriori. O adjetivo “ingénuo” € atribuido ao método por considerar os atributos
como independentes, possibilitando o calculo da probabilidade a posteriori baseado
na freqiiéncia de ocorréncias dos atributos no conjunto de dados. E utilizado na
andlise de conteido de textos ou em wrappers, ou seja, identificadores de
subconjuntos de atributos para reduzir a dimensio de um espago de busca, por
exemplo.

A classe de abordagens logicas baseia-se em regras ou decisdes. As regras
podem ser definidas a partir de sua indugfo ou escolhidas por algum algoritmo que
busque as regras em um universo determinado pelos objetivos inicialmente. Um
exemplo deste tipo de abordagem € a programag@o genética introduzida por Koza

[KOZA, 1992] que seleciona as melhores regras por um algoritmo evolucionario. As
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arvores de classificaciio ¢ as de regressdo armazenam regras intermediarias. Um
conjunto de atributos referente a um novo objeto pode agora ser submetido as regras
da arvore para que este seja classificado € se for o caso de uma arvore de regressdo,
sua inclusdo poderd provocar uma mudang¢a na estrutura da arvore. A Figura 14a
ilustra um exemplo de arvore de classificagdo para uma avaliagio de consumidores
de um produto. Os didmetros dos circulos sdo proporcionais ao niimero de objetos
para cada decisio. Sdo avaliadas a origem (nacional ou internacional) e a idade
(acima ou abaixo de 30 anos). Um consumidor preferencial pode resultar desta arvore
€ que no caso € um consumidor nacional com menos de 30 anos. J4 na Figura 145 os
atributos sdo os mesmos, mas esti sendo usado um outro atributo para avaliar o
consumidor: a renda média e o seu desvio padrdo. Se um novo cliente é adicionado
ao cadastro da empresa, a renda média daquele caminho provavelmente ira se alterar.
Assim, a regra SE cliente reside em territério nacional e tem menos de 30 anos
ENTAO sua renda média é R340, 000,00 com desvio padrdo de R$3.400,00 pode ser

alterada quando um novo cliente é inserido no BD.

(a) ®

Nacional Internacional Nacional Internacional

SIM NAO i NAO B =R§40.00000 p=RS$ 80.000,00 p =RS$ 300.000,00
NAO o=RS340000 K7 g ;02%8%(:;00 6=R$2.10000 o= RS$40.000,00

Figura 14 — Uma arvore de classificagio (@) e uma arvore de regressio (b).
(adapatado de [DHAR & STEIN, 1997])

As arvores de classificagio e de regressio podem ser usadas para resultar
regras de generalizagdo muito utilizadas em aplicagdes de gerenciamento de
relacionamentos com consumidores ou CRM (Customer Relationship Management)
¢ em taxonomias [SRIKANT & AGRAWAL, 1997]. Bibliotecas de aprendizado de
maquina (machine learning) incluem facilidades para implementar tais arvores.
Dentre as mais conhecidas estio a C4.5 [QUINLAN, 1993] € a CART (Classification
and Regression Trees) [BREIMAN et al., 1984; APTE & WEISS, 1997]. Os métodos
implementados nesse tipo de biblioteca incluem buscas heuristicas que minimizam a

desordem (entropia) em um conjunto de dados (C4.5) ou extraem os grafos (arvores
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de classificagdo e regressdo) usando algoritmos de analise de fatores ou agrupadores
(clustering) (CART).

Os métodos que utilizam abordagens estatisticas sio aqueles utilizados em
reconhecimento estatistico de padrdes. Jain et al. [JAIN et al., 2000] estabelece a
abordagem estatistica do reconhecimento de padrdes como aquele problema em que
cada padréo ¢ representado por d medidas, ou seja, como um ponto em um espago d
dimensional. O objetivo ¢ entio delimitar este espago vetorial em regides compactas
para que se possa conhecer sua classe. Jain et al. distinguem em sua taxonomia as
abordagens estatisticas daquelas que demandam aprendizado ou treinamento com
base no conhecimento de suas densidades de classe condicionais. O esquema da
Figura 15 mostra um modelo para reconhecimento estatistico de padrdes que se

assemelha muito aos mineradores de dados para conhecimento do problema.

Padrdes de Pré-processamento . Medidas . Classificagao
Teste (Segmentagao)
y 4 A
CLASSIFICACAO
TREINAMENTO
Padrdes de Pré-processamento .| Selecdo/ Extragio _ Aprendizado
reinamento 7|  (Segmentagao) d de Features
A

Figura 15 — Modelo para reconhecimento estatistico de padrdes [JAIN et
al., 2000].

Os estimadores estatisticos envolvem duas abordagens principais: o
estimador da méxima verossimilhanga e o estimador bayesiano. Estes estimadores
diferem na forma como um vetor de atributos é determinado. No estimador de
maxima verossimilhanga, o vetor de atributos que melhor representa um conjunto de
dados ¢ fixo, ou seja, nfio é uma variavel aleatéria cujo treinamento define uma
distribui¢do, como no treinamento bayesiano. A partir destas duas abordagens foram
propostas solugdes para problemas como classificar pontos de teste quando atributos
de treinamento podem nfo existir. Neste caso, a maximizagdo da esperanga (EM) é
um meétodo baseado na busca de uma amostra representativa. Esta busca acontece no
espago de atributos. Por outro lado, pode ser definida uma estrutura revelando as

interdependéncias entre os diversos atributos e as respectivas probabilidades



32

condicionais. Esta estrutura é chamada rede de confiabilidade e pode ser 1til na
defini¢do de um estado mais provavel de um vetor de atributos incompleto. Um
pouco mais complexos que os dois anteriores, os modelos ocultos de Markov ou
HMM (Hidden Markov Model) consiste de um grafo que considera a variagdo de
seus estados no tempo, no qual também é permitida a existéncia de transi¢ées
invisiveis entre os nodos ou estados. Estes estados invisiveis transformam uma
maquina de estados deterministica em uma ferramenta de aprendizado e treinamento

de solugdes [DUDA et al., 1998].

+INTERPOLACAO
REGRESSAO LINEAR
MARS_

«FUNCOES DE BASE RADIAL

REGRESSQES

SUPER-
*ALGORITMOS GENETICOS
VISIONADO TABLLSEART:
«SIMULATED ANNEALING
ESTOCASTICO
NAO SUPER- *BASEADAS EM GRADIENTE
BASEADOS EM VISIONADO PERCEPTRON
APRENDIZADO
S— «DELTA
REDES +BACK-PROPAGATION
NEURAIS sHEBBIANO
«COMPETITIVO
«KOHONEN
o[TERATIVO
.| SVANTAGEM
COM REFORCO +Q-LEARNING
*DIFERENGA TEMPORAL (TD-3)
Figura 16 - Abordagens de mineragio de dados baseadas em
aprendizado.

As abordagens baseadas em aprendizado contam com um grande niimero
de abordagens. S3o subdivididos de acordo com a existéncia ou nio de referéncias
para comparagéo (supervisionado ou n#o supervisionado) ou ainda na utilizagdo de
reforgo no aprendizado (reinforcement learning) (veja Figura 16).

Para o aprendizado supervisionado, existe uma referéncia e portanto um
resultado almejado conhecido. O treinamento compara os resultados obtidos por uma
solugdo proposta pelo aprendizado com o resultado desejado. E parecido com o
processo de aprendizagem em uma sala de aula, na qual o aluno é submetido a testes
€ s€ ndo obtiver avaliagio satisfatéria voltara a aprender. As alternativas que existem
para o elemento de aprendizagem sio abundantes e normalmente as respostas sdo

resultados de dois tipos de abordagem: classificagio ou regressio. O que entra nesses
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algoritmos s3o medidas sobre as ocorréncias de treinamento, € portanto as respostas
sdo um conjunto de classes e distribui¢des (no caso da classificagio) ou um valor
escalar (no caso da regressio).

Na classificagio a resposta ¢ um conjunto de classes que pode estar ou néio
correto. Uma fung@o de similaridade serve como avaliagdo de desempenho. Se um
determinado valor de similaridade for alcan¢ado, considera-se a aprendizagem
suficiente € o modelo ¢, na verdade, o conjunto de parimetros para o algoritmo de
classificagdo (niimero de classes e distancia entre elas).

Na regressao, as ocorréncias sio aproximadas por uma fungio, ou ainda por
combinagdes lineares de fungdes. O valor escalar de um conjunto de aplicagdes na
fungdo € comparado com um valor de referéncia e um erro serve para determinar se o

modelo esta suficientemente bom ou nio.
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Figura 17 - Abordagens de minerag3o de dados baseadas em aprendizado
ndo supervisionado.

O aprendizado n#o supervisionado ndo utiliza uma referéncia para avaliar o
resultado de cada iteragiio. O desempenho ¢ avaliado por um critério inerente aos
dados de entrada e resulta, portanto, de uma saida do aprendizado que indique o

momento de parar. Uma outra maneira de parar é determinar um limiar ad hoc do
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numero de iteragdes. Muitas vezes as duas condi¢des de parada s3o usadas, isto &,
determina-se um nimero de iteragdes para atingir o desempenho desejado, e se isso
ndo acontecer assume-se como critério de parada o niimero de iteracGes atingindo um
limiar.

Abordagens tipicas para aprendizado nio supervisionados sdo os
agrupadores (clustering) [ALDENDERFER & BLASHFIELD, 1984; JAIN et al.,
1999] ou os mapeamentos auto-organizaveis (SOM) [KOHONEN, 1989].

Um terceiro tipo de treinamento é o aprendizado com reforgo (reinforcement
learning). Esse tipo de aprendizado acontece com a interagdo entre duas partes: o
agente ¢ o ambiente. O agente sente o ambiente e baseado em sua entrada sensorial
toma uma decisdo que resultard em uma ac#o. Esta acdo altera o ambiente de alguma
maneira e essa mudanca é comunicada ao agente por meio de um sinal escalar de
reforgo. O agente realiza o aprendizado usando duas fungdes: a funcdo de reforco e a
fung@io de valor. A fungdo de reforco mapela as circunstincias encontradas pelo
agente em agGes e portanto reflete o objetivo do aprendizado. A funcdo de valor ¢é
uma maneira de medir a utilidade da agfo. Para tanto, mapeia-se os estados e as
agdes por meio de uma politica e busca-se maximizar a soma de reforgos que deve
ser aplicada a partir de cada estado, como se fosse tomado arbitrariamente. Para isso
uma fun¢do de aproximagio pode ser usada (perceptron multi-camadas, funcbes de
base radial, entre outras). A funcdo de valor pode ser modelada por uma cadeia de
Markov representando um processo Markoviano de decisdes, definindo os valores
dos reforgos como nodos e a politica como arcos direcionados entre os nodos. O
aprendizado ocorre conforme a trajetéria da interacio entre o agente e o ambiente
[BALLARD, 1997].

Dentre as abordagens propostas para modelar a fungdo de valor, a
programagao dindmica tem sido amplamente usada. Ela se baseia em dois principios:
(1) se uma agdo causa algo ruim de imediato, entdo ela n3o deve mais ser usada; (2)
se todas as agOes acarretam uma situagfio ruim, entdio a situac@o deve ser evitada. A
grande vantagem da programacgio dinimica é que o aprendizado nunca resulta em
um acidente. Entre as abordagens de programagdo dinamica para aprendizado

reforcado (reinforcement learning) estio: a iteragdo do valor (a mais simples);
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Q-learning; Advantage learning, TD(LA) [KAELBLING et al., 2000; TESAURO,
1995; BALLARD, 1997].

(a) (b) (©)
Ocorréncias
de Treinamento Ocorréncias
de Treinamento

[\)

A
Aprendizagem Aprendizagem
v
Estados ou
Resposta Resposta a ser Resposta Critério Eventos
Aprendida Modelada Aprendida
L J Aprendizagem
\ ( % [_’) Reforco
Avaliagao de _
Desempenho S;:ngggngz

Ambiente

bom o
suficiente?

bom o
suficiente?

Entrega do
Mogelo Entrega do
Modelo

Figura 18 - Tipos de aprendizados: (a) supervisionado; (5) ndo-
supervisionado; (¢) com reforgo

Outros critérios podem ser usados para definir as abordagens de
reconhecimento de padrdes utilizadas em mineragdo de dados. Jain et al. [JAIN et al.,
1999] selecionou alguns critérios para classificar algoritmos de agrupamento. Alguns
destes critérios podem ser generalizados para abordagens de reconhecimento de
padrdes em geral. A grande quantidade de dados, por exemplo, torna desejavel ao
algoritmo a possibilidade de particionar os dados de uma forma incremental, ou seja,
tornar desnecessario que todos os dados estejam disponiveis para que o processo de
minera¢do dos dados ocorra. Técnicas que buscam minimizar uma funcio de erro
(por exemplo, erro quadratico) podem realizar uma busca utilizando métodos
estocasticos ou quando possivel por abordagens deterministicas. Os limites de
decisdo sdo também um critério para classificar uma abordagem. Limites nebulosos

de decisdo sdo uteis quando se quer definir apenas contribuigdes ¢ uma medida na

Agao
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classificacdo de um objeto, definindo assim um grau de pertinéncia do objeto a uma
classe. Limites rigidos sfo interessantes quando o problema nio admite
ambiguidades.

E claro que o modelo obtido nio funciona seguramente para qualquer
conjunto de dados no qual for aplicado, pois o modelo é uma generalizagio sobre os
dados disponiveis. Portanto, um resultado exato para um conjunto de treinamento ou
testes ndo ¢ desejavel, ja que o modelo estaria refletindo exatamente tais ocorréncias
€ ndo uma ocorréncia geral. Para determinar a acuracia de um determinado modelo é
definida uma medida de distancia entre o desejado € o obtido. Tal distancia pode ser
obtida por um erro quadrético médio, por exemplo.

Para modelos com pouca quantidade de ocorréncias, é aconselhado por
varios autores [TWOCROWS, 1998, WEISS & INDURKHYA, 1997], o uso de
validagdo cruzada. A validaciio cruzada consiste em separar as ocorréncias em mais
do que dois grupos, n por exemplo. Um dos grupos ¢ determinado como conjunto de
testes € 0 modelo € construido treinando-se os outros n—/ grupos. Este processo
ocorre em n iteragbes, sendo que em cada iteragdo um dos n—/ grupos ¢ escolhido
como conjunto de testes e 0 que estava sendo usado como conjunto de testes é
agregado aos n—/ para treinamento. A medida média de acuricia de todas as
iteragdes € utilizada para medir a acurécia geral do modelo utilizando todos os dados.

Um método alternativo é o bootstraping que se baseia no conjunto todo de
ocorréncias. A diferenga é que os dados sdo reamostrados e para melhorar a acuracia,
as ocorréncias sio substituidas, sendo permitida a repeticdo de ocorréncias. A
acuracia € calculada sobre o erro médio entre todas as substitui¢des ocorridas. Com
tudo isso, ndo ¢é ainda garantido que funcione [TWOCROWS, 1998]. Nio existe,
enfim, ferramenta perfeita que dara, com certeza resultados desejados. E bastante
comum, em implementagdes, a tentativa de varias técnicas na construcdo de modelos
antes de encontrar uma satisfatoria. Além disso, cada nova técnica alternativa testada
pode exigir novas preparagdes de dados ou diferentes formatos de arquivos. Muitas
técnicas de treinamento podem ser implementadas valendo-se de paralelismo para
reduzir o tempo de execugio da modelagem e permitindo que mais alternativas

possam ser testadas [FREITAS & LAVINGTON, 1998].
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O aprendizado ndo supervisionado destina-se a problemas cuja referéncia
seja desconhecida. Algoritmos que tipicamente sio usados para esse tipo de
modelagem sdo clustering, detec¢do de seqiiéncias e regras de associagio,
mapeamento auto-organizavel, entre outros. Como a referéncia no existe, a medida
de acuricia ¢ dada por algum parametro inerente ao algoritmo. Essa dependéncia do
algoritmo pode levar aos modelos as restrigdes a que tais métodos estejam impostos.
Tais restricbes podem partir desde a cobertura espacial do modelo, até algum

parametro interno do modelo.

3.2.3.5 Avaliacdo e Interpretacio

Validagdo do Modelo. Depois de construido o modelo, deve-se avaliar os
resultados e interpretar sua significAncia. A acuricia medida nas fases de
treinamento, teste e validagdo sdo parametros que dependem do conjunto de dados.
Deve-se portanto, buscar técnicas que permitam ampliar os resultados obtidos. Uma
dessas técnicas € a Matriz de Confusio[ CABENA et al., 1997].

Validagdo externa. Como ja foi dito antes, ndo ha garantia de que o modelo
obtido funcionara quando submetido ao mundo real. Assim, um modelo valido nio
implica em um modelo correto. Uma das principais razdes para isso € que sempre
havera hipéteses implicitas no modelo. Portanto, é muito importante testar o0 modelo

no mundo real [WEISS & INDURKHYA, 1997].

3.2.3.6 Acompanhamento

Medidas devem ser desenvolvidas para acompanhar a aplicagio do modelo.
O modelo pode ser avaliado durante o uso e a medida é comumente realizada por

ferramentas de visualizagdo [TWOCROWS, 1998].

3.3 Técnicas de Mineracio de Dados

Esta secdo descreve algumas abordagens significativas para mineragio de

dados e que podem ser uteis para entender ¢ continuar a obter resultados deste

trabalho.
A classificacdo fornecida pela teoria de decisio de Bayes ¢é introduzida na
secdo 3.3.1, pelo fato de servir como parametro para outros classificadores. Duas

técnicas de classificagdo ndo-paramétricas (se¢do 3.3.2) sdo apresentadas e logo em
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seguida algoritmos de agrupamentos particionais (segdo 3.3.3) e hierarquicos (segdio
3.3.4) sdo revisados. Alguns destes algoritmos sio adequados para grandes volumes
de dados, como ¢ tipico para problemas de mineracio de dados. Algoritmos
classificadores e de agrupamento sio tteis em qualquer fase de um sistema de
descoberta de conhecimento, principalmente em bancos de dados (KDD). Esta
aplicabilidade ¢ adequada para a fase de constru¢@o do banco de mineragio de dados,
com técnicas que sio utilizadas para indexar os dados para que informagGes possam
ser obtidas mais rapidamente. Na limpeza de dados os agrupadores s3o utilizados na
remogdo de outliers. Pode ser ainda usado para definir classes desconhecidas ou
ainda como suporte a visualizacio da informagdo. Na fase de extragio de
conhecimento os agrupadores ou classificadores podem segmentar o conjunto de
regras e auxiliar na identificagio daquelas que sejam compativeis com os objetivos
definidos pelo KDD.

A reducdo de dimensdo de um espago de atributos é também tarefa
freqiientemente enfrentada por mineradores de dados. Técnicas como o mapa auto-
organizavel (SOM) sdo particularmente uteis para esse tipo de problema e portanto
sdo introduzidos nessa pequena revisio (segio 3.3.5).

A busca em um espaco de atributos por aqueles mais significativos pode se
tornar uma ardua tarefa. Este problema ocorre quando o espa¢o tem uma dimensio
muito alta ou a fung¢io que define o objetivo for muito complexa. Quando se quer
também determinar a influéncia dos atributos, este problema passa a ser chamado de
constru¢io do modelo de mineracio de dados. O conjunto de técnicas para resolver a
identificacio dos atributos significativos freqiientemente inclui otimizadores ou
ferramentas de busca de uma solugio adequada. Uma técnica bastante popular devido
a sua simplicidade ¢ facilidade de implementagio ¢ o algoritmo genético (GA),
introduzido na 3.3.6. Por sua vez, para encontrar o0 modelo, ou seja, determinar a
influéncia dos atributos, é necessario generaliza-los a partir de um conjunto de
treinamento para os atributos de um conjunto de testes ou entio de novas amostras.
Deste modo, técnicas de aproximagio de solu¢des como a interpolagdo podem ser
utilizadas para esse fim. Portanto, ¢ descrita uma técnica de interpolagdo na segio

3.3.7 cujas caracteristicas sdo desejaveis para um minerador de dados: a “thin-plate
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spline” (TPS). Esta técnica foi utilizada intensivamente ao longo desse trabalho com

bons resultados para desempenho, flexibilidade e tempo de execucio.

3.3.1 Teoria de Decisdo de Bayes

A teoria de decis@o de Bayes ¢é a principal abordagem probabilistica para um
classificador. Essa abordagem teérica sobre a classificagio permitiu tracar os limites
tedricos dos classificadores. E comum encontrar analises de desempenho de
classificadores baseados na Regra de Bayes, pois ela garante uma taxa média de
probabilidade de erro minima (6tima). A decis3o é tomada a partir de probabilidades
conhecidas sobre a natureza de um conjunto de objetos. Cada elemento desse

conjunto € caracterizado por um vetor de atributos ¥ = (x,,---,x, ), no qual d é o

nimero de atributos ou dimensdo do espaco de possiveis atributos. Um conjunto de

classes as quais se quer rotular cada objeto é dado por w = {w,,---,w, }, (¢ é o niimero

de classes). Podemos ilustrar a regra de decisio Bayseana usando o exemplo a seguir.

Um produtor rural quer criar um classificador de gado leiteiro quanto a
produtividade. Ele consulta a unidade de pesquisa agropecuaria de sua regido e
obtém um conjunto de dados dos quais ele destaca a altura e peso de cada exemplar e
sua respectiva produtividade em litros por més. Seu vetor de atributos é entiio dado
por intervalos de altura e peso (baixo, médio e alto por exemplo) e pode ser

representado por X = (xn,mm 2 X peso ) O conjunto de classes depende de uma escolha do

produtor. Se ele quiser que cada individuo seja identificado como produtivo ou
improdutivo, entio w= {Wprodutivo9wimprodun'vo}' Como o produtor dispde dos dados
sobre o gado, as probabilidades P(Wproduivo) (2 probabilidade do individuo ser

produtivo) ou P(Wimprodurive) (2 probabilidade de ser improdutivo), pode ser calculada.

Além disso, pode ser conhecido o conjunto de pares de intervalos de altura e peso

(xa,mm,xpm) para os quais o individuo é produtivo ou n3o. A probabilidade do

individuo pertencer a tal conjunto é dada POr P(X [Wprodutivo) OU entd0 P( X Wimprodutivo)-
A probabilidade conjunta do individuo ter peso e altura em intervalos nos pares

(xa,mm X pem) e ser produtivo ou improdutivo pode ser calculada de duas maneiras:

P(wk’i):P(wk |E)P(f)=P(i|Wk)P(Wk) (2)

k € um identificador da classe. Assim
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P(Wk |5E)= P()_E |;’€;;D(Wk) (3)

Esta ¢ a férmula de Bayes que permite a classificagio de um objeto
(conhecimento a posteriori ou P(wk |5c')) a partir de objetos ja classificados
(conhecimento a priori ou P(wk ). A semelhanga entre as classes ja existentes e os
objetos a serem classificados s3o determinados por P( | W, ). A evidéncia ou P(%) é
determinada pela proporgdo destas caracteristicas no conjunto de objetos ja

classificados.

_ .. semelhanga x conhecimento a priori 4)
conhecimento a posteriori =

evidéncia
Voltando ao exemplo, cada individuo que nascer ou for adquirido poder4 ser
classificado como produtivo ou improdutivo a partir de suas medidas de altura e

peso.  Esta  classificagdo é  resultado de uma  decisio: se

P(Wprodurivo |x)> P(wimpmdu,iva |x) classifica-o como produtivo, caso contririo como

improdutivo. Esta decisio pode estar errada, e a probabilidade de ocorrer um erro

pode ser avaliada a partir da decisio tomada.

P(erro | 55) _ P(Wp,odu,,-w | x) se a decisdo foi para individuo improdutivo  (5)
P\W,orodurive | X ) se a decisdo foi para individuo produtivo

Como a decisdo tomada para cada objeto ¢ a que implica no menor erro

possivel, ou seja, Plerro| %)= min{P(w,.mpmdum | )?),P(wmdmivo | 56)}, garante-se que ao

longo de sucessivas classificagdes a probabilidade média seja minima também.

Plerro) = ?P(erro,f)df = _O]'P(erro | X)P(% )% (6)

E essa propriedade que faz do classificador Bayeseano um parimetro para o
desempenho de outros algoritmos classificadores. O exemplo apresentado ¢ bastante
simples e mostra uma decisio entre duas classes e vetores de atributos dados por
intervalos. A aplicagfo para diversas classes ¢ direta, contudo para cada classe pode
ser atribuida uma fungfio de perda que pondera a probabilidade de erro para cada
classe. Quando a fun¢io de perda assume apenas dois estados (0 ou 1), o

classificador ¢ identificado como Bayseano com fungo de perda 0/1. Os valores dos
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atributos podem também ser continuos. Nesse caso, a decisio é tomada a partir de
uma fungdo de custo continua sobre o espago de atributos que implicara em um risco
de se tomar uma decis@o. Estima-se uma distribuigiio a priori para a ocorréncia dos
atributos nos objetos. Supor que os atributos ocorram seguindo uma distribuigio
normal implicara em separadores lineares, quadraticos ou hiperbélicos perfeitamente
estensiveis para dimensdes maiores. E bom deixar claro que tais curvas, superficies
ou hipersuperficies de decisio sdo tomadas a partir de um conhecimento a priori da
distribui¢@o das probabilidades de ocorréncias dos objetos (atributos). Em aplicagdes
com grande quantidade de objetos e cujas ocorréncias sdo naturais e aleatorias é

possivel adotar esse tipo de premissa (Teorema Central do Limite).

3.3.2 Vizinho mais proximo

Para aplicar a regra de decisio Bayesiana em um espago de atributos
continuo € necessario que haja uma estimativa de distribuicio das ocorréncias dos
objetos nesse espago. No entanto, em muitas aplicagdes esse conhecimento nio existe
ou ndo seria adequada essa estimativa. Sdo casos, por exemplo, em que o nimero de
objetos ndo é tdo grande ou que ndo haja uma aleatoriedade na sua geracio. As
decisdes devem ser tomadas, portanto, em fun¢io de um critério que em muitos
algoritmos € assumido por uma métrica no espago de atributos. Entre estes métodos

estao os que consideram a proximidade a um vizinho como esse critério.

3.3.2.1 I-NN

“Vizinhos mais proximos” ou 1-NN ¢ uma regra de tomada de decisio para
classificar uma amostra. A regra é bastante simples: o objeto assume a classe do
vizinho mais préximo. Assuma uma representagio de um objeto a ser classificado

como um vetor de atributos
% =(x,,"-,x,), no qual d & o ntimero de atributos
Considere também um conjunto de classes
w={w,, -, w, }, 10 qual ¢ é o nimero de classes.
Existe também um conjunto de amostras ja conhecidas dadas por

5 € {E,,---,En}, no qual n é o mimero de amostras e cada elemento 5;

também ¢€ representado como um vetor de atributos.
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A decisao € qual classe de w X devera assumir. Tal decisdo ¢ tomada

verificando-se a classe do vizinho mais proximo, isto é, escolhendo-se a amostra do

conjunto cuja distancia seja D(5,,%) = mkin{D(Ek,)"c)}. Deste modo a classe atribuida

a X éade 5, (veja Figura 19).

A
atributo 2 N
u O S; =min{D(§k,5c')} D
O @) ¢ >
O] - ] [ O wm
oo & © %00 A s
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A
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A A
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atributo 1 >

Figura 19 - O critério para que um vizinho seja agrupado.

Os limites inferior e superior da taxa de erro do 1-NN (probabilidade média
de erro) sdo conhecidos € baseados na taxa de erro 6tima conseguida pela aplicagiio

da regra de Bayes (P*). Tais limites sio dados por (7) considerando ¢ o numero de

classes.
P’ spsp‘(z-LP‘) 0)
c-1

Conhecer tais limites € uma caracteristica interessante para um classificador,
pois n3o € necessirio formular hipSteses sobre os dados para conhecer o
comportamento da aplicagdo do algoritmo. Contudo, sua convergéncia € lenta, sua
taxa de erro ndo converge necessariamente monotonicamente conforme aumenta o
numero das amostras e muitas vezes é preciso formular hipéteses sobre os dados para
melhorar esse desempenho.

As vantagens em aplicar esta regra para classificagdo ¢ que sua aplicagio
ndo depende de treinamento. A métrica adotada para encontrar a minima distancia é o
unico parametro que deve ser fornecido para aplicar este algoritmo. Contudo a

métrica euclideana ¢ a mais utilizada e seu resultado corresponde a tesselagiio de
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Voronoi na qual cada célula ¢ identificada por um rétulo de uma classe[DUDA et al.,
1998]. Essa dependéncia de uma métrica faz com que o desempenho computacional
do algoritmo 1-NN esteja ligado aos tipos de operagBes necessarias para calcular a

distancia.

3.3.2.2 k-NN

O algoritmo “k-vizinhos mais préximos” é uma extensio do 1-NN. No &-
NN, contudo, a decisdo ¢ tomada em fungfo da classe a que pertence os k-vizinhos
do objeto a ser classificado. Assim, se uma maioria dos k-vizinhos pertence a uma
classe w, o objeto caracterizado pelo vetor x pertencera também & classe w. E
possivel que acontega situagdes de empate e para que evitar ou minimizar tais
situagdes adota-se k impar para o nimero de classes ¢ pares e vice-versa.

Os limite superior de taxas médias das probabilidades de erros (P) com
relacdo a realizada por uma regra de Bayes (P*) é calculado em fungio da
combinagdo entre os k vizinhos e o numero de objetos possiveis com erro de
classificagdo. Eles tém limites superiores balizados pela combinagio entre os
possiveis k € os i possiveis erros de classificagio (8).

* k » i+l « Y+i * Yo—i « \I+i
o) (e r a-ry ey -] ®
Assim, os limites s3o dados por (9).

P <P<C(P") ©)

A Figura 20 ilustra uma comparagio entre a variagio da taxa P de um
algoritmo &-NN e a taxa de erro P* resultante da aplicagio da regra de Bayes.
Percebe-se que conforme k aumenta, a taxa de erro P se aproxima da taxa P* e
portanto a convergéncia para classificagdes corretas torna-se mais rapida.

O problema que resta ¢ a complexidade computacional do algoritmo. Os
métodos existentes baseiam-se em trés abordagens: (1) torar o calculo da distancia
mais rapido selecionando as dimensdes que podem fornecer uma resposta mais
rapida, pressupondo um conhecimento do espago em que os objetos estdo sendo
classificados; (2) dispor os objetos em uma estrutura de dados (&rvores por exemplo)
que possa facilitar a busca dos vizinhos mais préximos; (3) editar o conjunto de

objetos de modo a eliminar aqueles que nio forem significativos, ou seja, aqueles que
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apresentem vizinhangas de mesma classe [BHATTACHARYA et al., 1981]. Isso

exige um algoritmo de pruning, e para isso abordagens da geometria computacional

como o diagrama de Voronoi sio muito utilizadas.

0.3

0.2

Taxa de Bayes

t 0.1

0.1 0.2 0.3 0.4
p*

Figura 20 — Comparagio dos limites superiores de erro para diferentes k
[DUDA et al., 1998].

3.3.3 Agrupamentos Particionais ( Clustering)

3.3.3.1 K-médias

O algoritmo de k-médias é talvez o mais intuitivo para realizar

agrupamentos. O objetivo € minimizar a soma das distincias quadraticas dos

elementos de um grupo ao seu centro. Para realizd-lo, sdo necessarios quatro passos

principais:

Algoritmoe 1 — k-médias

Passo 1

Escolher & centros iniciais de grupos que podem ser
arbitrariamente escolhidos do conjunto de objetos s ={5,,---,5,}a
serem classificados (n é o numero de objetos). Deste modo,

determina-se um conjunto de centros cuja quantidade £ é fornecida
como parametro. Seja entdo o conjunto inicial de centros, vetores

2(0)= {Z/,---,Z)} (os elementos superescritos indicam a
iteracdo);
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Distribuir os objetos de s entre os & grupos C! (m=1..k; i é a
Passo 2 1iteragdo corrente) assumindo o critério SeC! se

|5=Z. ||<||5~Z! | param,n=1.k;

Como os centros foram arbitrariamente determinados, calcula-se
0s novos centros como as médias de cada grupo. Assim, o

‘ conjunto z(i) assumira novos valores dados por
Passo 3

o1
i -
et 2
Ns’eC,’;,
Testar a convergéncia da nova classificagdo com classificagdo
Passo 4 2nterior, isto &, se z(i) = z(i—1). Se a igualdade n&o ocorrer, o passo

2 deverd ser repetido até que ocorra ou entdo, até que um
determinado nimero maximo de iteragdes seja alcancado.

Embora a convergéncia seja garantida (mas ndio para extremos absolutos)
[SELIM & ISMAIL, 1984], ela pode ser lenta ou convergir apenas para um minimo
local. Esta velocidade depende fortemente da escolha inicial dos centros e da ordem
na qual s3o apresentados os objetos ao classificador. O algoritmo acima descrito ¢
interpretado geometricamente por [DUDA et al., 1998] como uma busca estocastica

pelos centros das células de um diagrama de Voronoi.

3.3.3.2 K-médias nebuloso

O algoritmo de k-médias resulta uma classificagio com limites que
estabelecem se um determinado elemento pertence ou néo a uma determinada classe.
No entanto, para algumas aplicagdes é desejavel que tais limites sejam substituidos

por graus de pertinéncia. O grau de pertinéncia do objeto » a um grupo j é dado por

(10).

/o)
P(c,15,)= _bya, no qual d,, =[5, - Z|

i (1 / dra )1/(b—1) (1 0)

a=1
O parametro b ajusta a mistura entre os grupos. Se b for 0, por exemplo, ndo
havera misturas e o algoritmo ¢ um k-médias convencional. No entanto, conforme b

aumenta a fronteira entre os grupos fica mais nebulosa.
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O grau de pertinéncia pode ser representado por uma probabilidade
condicional. Sendo assim, ela deve ser normalizada indicando que ela deve pertencer

ao conjunto de classes estipulados, ou seja (11).

Y P(C,15,)=1 para r=t..n (11)

j=1
Assim, na inicializagio, o grau de pertinéncia de cada objeto a cada
“cluster” deve ser determinado. Esta fungdo de pertinéncia indicarda uma
probabilidade de um objeto pertencer a um determinado grupo. A cada iteracdo do
algoritmo k-médias nebuloso, os valores da fungdo se alteram, pois os centros z

também se alterardo conforme (12).

f_r:l

" Slele, 15}

z

(12)

3.3.3.3 ISODATA

ISODATA ¢ um acrénimo para lterative Self-Organizing Data Analysis
Techniques. E baseado no k-médias, no entanto, dispde de parametros para um ajuste
heuristico com o objetivo de acelerar a velocidade de convergéncia do k-médias e
para determinar qual o nimero de classes desejado. Além do ntmero de grupos

desejados £, mais cinco parimetros s3o necessarios:

Algoritmo 2 - ISODATA

Ty € um limiar para o niimero de amostras em um grupo: se o grupo tiver

menos que Ty amostras ele ¢ descartado e o numero de grupos
decrementado;

T, ¢ um limiar de desvio padrio. O grupo com maior desvio padrdo ¢é
dividido em dois se o desvio padrio for maior que T;

Tc € um limiar de distancias entre centros para ajuntamento. As distancias
dos centros dos grupos sio calculadas. Se um limiar dessas distancias for
menor do que T¢, 0s grupos serdo agrupados dois a dois segundo a
ordem crescente de distancia e até que T, grupos tenham sido agrupados.
A cada jun¢do o niimero & é decrementado;

T; € um limiar para o nimero de grupos que podem ser agrupados.

I € o nimero maximo de iteragdes. Serve como um limite para o caso da
convergéncia ndo ocorrer;
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E facil perceber que ajustar os parametros acima descritos € um processo
empirico tornando a intervengdo de um operador imprescindivel. Sua convergéncia
nao ¢ garantida [ANDERBERG, 1973]. Seu desempenho computacional é o pior dos
metodos particionais (nos quais se inclui o k-médias). Seu uso pode ser adequado
quando um problema de classificagdo apresenta peculiaridades ou n3o-linearidades

que a solugdo deve refletir.

3.3.3.4 LEADER

Quando o objetivo ¢ agrupar objetos cujo espaco de atributos nfo é continuo
(R" por exemplo), o algoritmo de k-médias ndo faz mais sentido ja que nele as
médias ndo poderdo ser discretas. Para isso, foram desenvolvidos algoritmos que
tentam imitar o comportamento do k-médias, para adapti-lo a espagos de atributos
discretos usando um objeto que represente um grupo. Um destes algoritmos € o
Leader, desenvolvido por [HARTIGAN, 1975]. O Leader exige apenas um
pardmetro: um limiar de similaridade 8 ¢ uma fung3o de similaridade f5 normalizada

entre os objetos. O algoritmo é dado abaixo:

Algoritmo 3 - Leader

Separar os objetos em grupos e selecionar um objeto lider, tal que
Passo 1  cada objeto em um grupo esteja a uma distancia menor que 1-6do
lider. Denotemos z o conjunto de lideres de cada grupo;

Para cada novo objeto a ser classificado, é verificado se sua
similaridade com cada lider ¢ maior que o limiar &, isto é,
Passo2 [ (o, z j.)> 6 (j=1..numero de grupos) . Se a similaridade for maior

que 8, o objeto € agregado ao grupo, senfio é criado um novo
grupo cujo lider € o novo objeto.

O algoritmo acima tem a vantagem de reter pouca informagio (apenas os
lideres) para compara-los com os objetos. Essa caracteristica propicia o uso do
método em grandes bancos de dados. No entanto, o limiar de similaridade & influi
sobre a quantidade de grupos formados, pois quando & cresce o nimero de novos
lideres tende a crescer e vice-versa, influenciando a representatividade de cada lider.
Outro aspecto negativo do método é a extrema dependéncia da ordem com que os

lideres sdo criados, j4 que eles ndio se alteram conforme o niimero de objetos
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classificados aumenta. Portanto, conforme cresce a quantidade de objetos os lideres

podem se tornar menos representativos [REINARTZ, 1999].

3.3.3.5 PAM, CLARA e CLARANS

Algoritmos como o Leader tém problemas com a representatividade do
objeto que representa um grupo. Alguns algoritmos foram desenvolvidos para
contornar esse problema, tais como PAM (Partitioning Around Medoid) e CLARA
[KAUFMAN & ROUSSEEUW, 1990]. O objetivo destes algoritmos ¢ agrupar os
objetos em torno de um protétipo ou como chamado pelos autores dos métodos, em
torno de um medéide. O algoritmo PAM inicia-se com uma selecdo arbitraria de &
objetos como medéides. E calculado o custo T de se trocar cada medoide pelo novo
objeto. Se esse custo for negativo, 0 medédide é trocado pelo objeto, sendio o novo
objeto € agregado ao grupo cujo medéide é o mais similar. A chave desse algoritmo
estd no custo 7, pois para calculd-lo deve-se encontrar a distancia (ou
dissimilaridade) entre 0 novo objeto e cada objeto ja agrupado além de analisar
quatro situagdes diferentes. Segundo os préprios autores do método, a complexidade
de tempo do algoritmo é O(k(n—%)?), no qual k € o nimero de grupos iniciais e 1 é o
nimero de objetos a serem classificados. Essa complexidade de tempo inviabiliza a
aplicagdo do algoritmo PAM (e de outros baseados em medodides) para grandes
volumes de dados, apesar de sua robustez quanto a objetos muito distantes (ou
dissimilares). Além disso, aspectos como invariincia a translagdes, rotagdes e ordem
de apresentagdo dos objetos sdio propriedades deste tipo de método e bastante
desejaveis em algoritmos de agrupamentos.

Motivados pelo bom desempenho do algoritmo PAM, mas buscando uma
maneira de torna-lo mais rapido, foi desenvolvido o algoritmo CLARA (Clustering

LARge Applications). O algoritmo CLARA ¢ descrito a seguir.

Algoritmo 4 - CLARA

Amostrar 40+2k objetos aleatoriamente e aplicar o algoritmo
PAM para estes objetos amostrados, encontrando assim k

Passo 1 ;- . . . .
medodides. O numero de objetos amostrados foi empiricamente
determinado para maximizar o desempenho do algoritmo PAM;
Determinar qual dos k£ medéides é mais similiar a cada elemento

Passo 2

de todo o conjunto de objetos, formando & grupos;
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Calcular a dissimilaridade média de cada grupo e encontrar a
minima dissimilaridade média. Se esse valor minimo for menor
que o da atual iteragdo, usa-o como o corrente; mantém os k

Passo 3 meddides atuais para a proxima iteragio e va para o Passo 4.
Sendo os k medoides sero determinados novamente pelo
algoritmo PAM, repetindo, portanto o Passo / e iniciando uma
nova iteragio;

Amostrar 40+k objetos aleatoriamente e juntar a esses os k
Passo4 meddides mantidos no Passo 3. Para iterar novamente, ir para o
Passo 2.

O algoritmo CLARA melhora significativamente o desempenho de tempo
em rela¢o ao PAM, e a acurécia pode ser controlada por uma medida de qualidade: a
minima dissimilaridade média. Assim o niimero de iteragdes permitiria obter mais ou
menos acuracia, conforme o desejado. No entanto, busca-se um algoritmo que
desempenhe tdo bem ou melhor que 0 PAM, mas que reduza a complexidade de

tempo do PAM e CLARA.

n A
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Figura21 - Agrupamentos pelo algoritmo CLARA considerando
agrupamentos aleatorios.
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CLARANS foi proposto por [NG & HAN, 1994] com esse objetivo. Um
conjunto de k£ meddides candidatos é visto como um nodo de um grafo G. Os arcos
desse grafo representam uma troca de um objeto por outro no conjunto de medéides
candidatos. O algoritmo PAM percorre todo o grafo com arcos rotulados com os
custos de cada troca para minimizar estes custos. Sendo assim, o problema pode ser
visto como uma busca pelo caminho de menor custo. CLARANS é uma alternativa
para que essa busca se dé em um niimero menor de candidatos a medéides. CLARA
Jé faz isso aleatorizando os préximos medéides candidatos. No entanto, essa escolha
aleatdéria se da sobre um conjunto de nodos sem se preocupar com a vizinhanga do
grafo G ilustrado na Figura 21.

Ja o algoritmo CLARANS se preocupa com o custo da troca para definir os
proximos candidatos escolhendo apenas os conjuntos vizinhos dos candidatos atuais

para a proxima iteragéo. O algoritmo é dado pelos seguintes passos:

Algoritmo 5 - CLARANS

Inicializar pardmetros: nimero de minimos locais #/ € o nimero
Passo ]  maximo de vizinhos nmv. Inicializar indice de minimos locais =1
€ 0 custo minimo c¢m com um numero grande;

Selecione um nodo arbitrario » do grafo G (na verdade um

Passo 2 conjunto de k£ meddides candidatos);

Passo 3 Inicialize o indice de vizinhancas j=1;

Considere um nodo s vizinho de r tomado aleatoriamente de todos
Passo 4 os possiveis vizinhos, isto é, um conjunto s tal que {s M r} possua
k=1 elementos. Calcular o custo da troca do medéide candidato;

Se s for o vizinho de custo mais baixo, va para o Passo 3. Sendo

Passo 5 . . . .
mcrementar j de 1. Se j < nmv, va para o Passo 4.

Se j > nmv, entdo comparar o custo de » com o parametro cm. Se o
Passo 6  custo de r for menor que cm, entdo selecionar r como o melhor
nodo e adotar cm como o custo de se adotar 7.

Incrementar i de 1; e se i > nl, selecionar » como o melhor nodo,
Passo 7 ou seja, o melhor conjunto de medéides. Sendio voltar para o
Passo 2.

Dois pardmetros sdo necessarios para iniciar o algoritmo: o numero de
minimos locais € o nimero maximo de vizinhos. O primeiro ¢ um limite para as

buscas cujos custos minimos n3o sejam menores que o custo minimo na iteracio
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atual, dentro do mimero de vizinhos maximos a serem testados, estes minimos sio
chamados “locais” e o parmetro indica o nimero de vezes que se ira tentar localizar
novos minimos “locais”. O nimero maximo de vizinhos € o limite da quantidade de
vizinhos a qual se permitird ao algoritmo testar. Conforme esse niimero aumenta
mais o CLARANS se aproxima do algoritmo PAM quanto s trocas testadas. A

qualidade dos agrupamentos serd maior, e entio os minimos locais surgirdo em

menor numero.

3.3.3.6 BIRCH e CURE

Embora destinados a grande quantidade de dados, os métodos Leader, PAM,
CLARA e CLARANS n3o refletem uma preocupagio de como esses dados estio
armazenados. Bancos de dados exigem um gerenciamento do fluxo de dados entre a
memoria secundéria e a memoria principal [SILBERSCHATZ et al., 1999]. Como
um banco de dados inteiro tipicamente niio cabe totalmente na meméria principal, é
necessario que haja um esquema para que as regides de memoria (péginas)
mantenham os blocos de dados e suas respectivas localizagdes. Para isso, aplicam-se
diversas estruturas de dados como tabelas hash, arvores-B ou B+. Tais estruturas
carregam informagdes em diversos niveis, caracterizando uma hierarquia. O
algoritmo BIRCH (Balanced Interactive Reducing and Clustering using Hierarchy)
[ZHANG et al., 1996] realiza uma fase de pre-agrupamento. Nesta fase, regides

densas sdo representadas por triplas (N, LS, SS) chamadas Clustering Feature (CF)

(Agrupamento de Atributos). N ¢ o nimero de objetos naquele grupo, LTS’ ¢ a soma
vetorial de todos os vetores de atributos do grupo e SS é a soma dos quadrados de
todos os vetores de atributos do grupo. Esta tripla, segundo os autores, podem ser
somadas, ou seja, os CFs de dois grupos podem ser somados vetorialmente e
resultado € o CF dos dois grupos agregados. Durante a fase de pré-agrupamento, todo
o conjunto de objetos é percorrido e estas representagdes CFs s3o armazenadas em
uma estrutura dindmica de arvore chamada drvore CF. Esta estrutura se assemelha a
arvore-B+ [ELMASRI & NAVATHE, 1994], contudo os nodos folha, ao invés de
dados contém descri¢des CFs de subgrupos. Para cada objeto sucessivo, a arvore-CF
¢ percorrida para encontrar o grupo mais proximo (ou similar). Se um limiar de

distancia (ou dissimilaridade) for atingido, o objeto inicia um novo grupo na arvore-
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CF. Em uma fase final de rotulagiio, os centréides dos grupos sdo utilizados como
sementes e cada objeto € atribuido a um grupo cuja semente estiver mais préxima (ou
for mais similar).

O papel que a 4rvore-CF desempenha é na verdade um arquivo de indices,
para os objetos armazenados em um meio cujo acesso é mais lento. Este indice

permite este acesso seja mais rapido quando for usado o critério de agrupamento.

3.3.4 Agrupamento Hierdrquico

Para algumas aplicagdes é conveniente que a analise permita uma
visualizagd@o hierarquica dos objetos. Duas estratégias sdo aplicadas para obter uma
visdo hierarquica: a aglomerativa e a divisiva.

Na estratégia aglomerativa, os objetos sio isolados € a partir da distancia ou
similaridade entre eles, vdo sendo agrupados. E conveniente esclarecer que tanto
medidas do tipo distdncia como medidas do tipo similaridade podem ser utilizadas.
No entanto, como distancia e similaridade crescem em diregdes opostas, é necessario
definir qual tipo sera utilizado antes de definir o método. Para os exemplos utilizados
nesse trabalho, serdio sempre tratadas medidas do tipo distancia.

De uma maneira bastante simples, uma matriz de distancias de # linhas por
n colunas contendo as distancias (ou dissimilaridades) par a par € construida. A partir
dela ¢ derivado um diagrama (diagrama de Venn, dendrograma) na qual a
visualizagdo hierarquica é possivel. Os dendrogramas s3o as estruturas mais
utilizadas para essa visualizagio pois permitem uma rapida avaliagZo da diferenca de
distancias entre os grupos.

Na estratégia divisiva, todos os objetos sio inicialmente considerados como
pertencentes a um unico grupo. As decisdes de divisdes sdo tomadas partindo-se de
um grafo dos objetos totalmente conectado. Os nodos correspondem aos objetos e os
arcos as distancias. A medida de distancia juntamente com uma decisio (um limiar,

por exemplo) de divisdo devem ser definidas para que haja a separagéo dos grupos.

3.3.4.1 Agrupamentos hierdrquicos aglomerativos

Os agrupamentos hierarquicos aglomerativos sfio realizados a partir das
medidas de distancia entre os objetos. Os algoritmos para realizar os agrupamentos

partem de uma matriz de distancias D,.,=d[i, j], na qual cada linha e cada coluna
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corresponde a um objeto. Nem todos os métodos partem de uma matriz de distanica
ou similaridade.

Hubert [HUBERT, 1974] utiliza uma fung3o de distancia que é calculada a
cada iteragdo do algoritmo. O aspecto positivo nessa abordagem ¢é que nio ha
necessidade da construgio de uma matriz, requerendo pouca memdria para elaborar a
estrutura. contudo o célculo de distincia entre os grupos deve ser realizado a cada
iteragdo, acarretando uma sobrecarga computacional talvez indesejavel.

O algoritmo de Johnson [JOHNSON, 1967] realiza alteragdes na matriz D
para manter atualizagSes das distancias entre os grupos ao longo das iteragdes. A
aplicacdo de diferentes critérios (ligagdo simples e ligagio completa) torna estas
matrizes modificadas também diferentes.

A matriz de distancia D.1)x-1y=d[, j] é construida de tal maneira que cada
uma das linhas correspondam aos n-1 primeiros grupos e as colunas aos n-1 tiltimos
grupos. Note que essa nova matriz D elimina a diagonal principal nula. O algoritmo

de Johnson para agrupamento hierarquico pressupde a existéncia da matriz D e é

descrito a seguir:

Algoritmo 6 — Algoritmo de Johnson

Iniciar com um conjunto de grupos cujo contetido é dado por um
unico objeto. Portanto, C; = {o;}, com i=1..n. Iniciar o indice de
agrupamentos k=0 e um indicador dos niveis de cada
agrupamento L{0] = 0.

Passo 1

Encontre pelo menos um par {C,, C;} no conjunto de grupos

existentes tal que a distancia entre eles seja a minima, isto &,
Passo 2 o
i=n-1; j=n-1

dlr,s]= min {d[i, ]}

Incrementar o nimero de grupos k=k+1. Juntar os grupos C, e C;

Passo 3 em um Unico grupo e indicar seu nivel atual, i.e., L[k] = d[, s];

Atualizar a matriz D removendo as linhas e colunas
correspondentes aos grupos C, ¢ C; e adicionando as linhas e
Passo 4 colunas correspondentes ao novo grupo formado. O critério de
ligagdo (simples, completa, média) deve ser definido por uma
regra cujas caracteristicas e propriedades s3o descritas adiante.

Se todos os objetos estiverem em um unico grupo, entfio pare.

Passo 5 N ) N )
Sendo, continue a execu¢do a partir do Passo 2.
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As aglomeragdes ou ligagdes sio decididas segundo regras que influem na
qualidade do agrupamento. A qualidade de um agrupamento estd intimamente ligada
aos objetivos de uma aplicagdio. Tais objetivos podem exigir uma regra mais ou
menos rigida, cujas principais representantes sio descritas nos préximos itens. Um
exemplo ilustra cada um destes principais métodos, mostrando os dendrogramas
obtidos de objetos aleatérios medidos por dois atributos. A representagdo dos objetos

no espago de atributos ¢ mostrada na Figura 22.
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Figura 22 — Exemplo que ser4 submetido a agrupamentos. Sio amostras
identificadas por mimeros em um espago formado por duas medidas
normalizadas entre O e 1.

Ligag¢do simples. A ligagdo simples forma os grupos a partir da seguinte

regra no momento da jung¢ao:

“Um grupo ¢ agregado a um outro grupo se PELO MENOS UM dos
membros do grupo existente for similar ao do grupo a ser agregado”.

No Algoritmo 6, esta regra se traduz no critério de que a distancia adotada
entre 0 novo grupo (rs) € os grupos existentes (c) serd a minima, isto ¢, a distancia

entre dois grupos ¢ dada pela distancia entre os elementos mais proximos (13).

dle,(rs)] = min{d[c,r],d[c,s]} (13)
O resultado da aplicagdo dessa regra é uma variedade de grupos formados
por um encadeamento desequilibrado. Os agrupamentos tém o objetivo de identificar

os tipos de estruturas segmentadas segundo dois atributos. Percebe-se na Figura 234
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a tendéncia ao desequilibrio na ligagdo simples. No entanto, um aspecto vantajoso
desse método € a invariancia as transformagdes monotdnicas sobre as medidas de
distancia. Esta propriedade permite variar as medidas (desde que preservada a ordem)
sem afetar o resultado do agrupamento. Das principais regras, a tinica que possui essa
propriedade ¢ a ligagdo simples. Um outro aspecto importante € que os empates nio
acarretam decisdes por outros critérios, ou seja, 0 método suporta distancias iguais.
No dendrograma essa propriedade ¢ representada pela possibilidade de ocorrer um
agrupamento envolvendo mais que dois grupos. A qualidade dos agrupamentos ¢
bastante comprometida pelo desequilibrio, desde os niveis mais altos até os mais
baixos. Na Figura 235, este problema pode ser ilustrado por casos (entre outros)

como o agrupamento dos objetos 14 e 30, cuja hierarquia é a mesma do grupo

contendo todos os outros objetos.
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Figura 23 — Resultado de um agrupamento hierarquico dos objetos
ilustrados na Figura 22 com ligagdo simples visualizados por um
(a) dendrograma e por um (b) diagrama de Venn
Ligagdo Completa. Esta regra ¢ mais rigida que a regra da ligagio simples.

A regra para inclus?o € a seguinte:

“Um grupo € agregado a um outro grupo se TODOS os elementos do
grupo existente forem similares aos do grupo a ser agregado”.

A nova distancia (14) na matriz D sera dada pela maior distancia entre os

grupos.

dic,(rs)} = max{d[c,r],d[c,s]} (14)



Uma vez aplicada a ligagio completa, os grupos tornam-se mais bem
definidos em relagZo a ligagdo simples. Contudo as diferencas de similaridades entre
0s grupos ndo sao fiéis a realidade. Isto dificultaria uma aplicagdio do método na qual
o grau de pertinéncia de um membro a um determinado grupo fosse uma informacéo
relevante. A Figura 24b mostra o resultado da aplicagio do método de ligagio

completa ao exemplo com dois atributos.

—_
Q
~
—~
Qo
N’

Py
wan-w

s

88
&=

®

BRYIBL~58Ra

WWT

06 08 10
Disténcia

o
o
o
~
o
=~

Figura 24 - Resultado de um agrupamento hierdrquico dos objetos
ilustrados na Figura 22 com ligagio completa visualizados por um
(@) dendrograma e por um (b) diagrama de Venn

Ligagoes Generalizadas. Com o objetivo de buscar um caminho
intermediério entre a ligagdo simples, que gera um agrupamento desequilibrado, mas
com propriedades interessantes; e a ligagio completa que produz um agrupamento
que pode nio corresponder a realidade, Sokal e Michener [SOKAL & MICHENER,
1958] desenvolveram o agrupamento por ligagio média. Desde entdio, diversas
variantes foram propostas, sendo a mais utilizada a que utiliza a média aritmética das
similaridades [ALDENDERFER & BLASHFIELD, 1984].

Na ligagdo média as distancias entre dois grupos r € s com 7, e ns objetos
respectivamente sio calculadas tomando a média das distancias entre cada par de
objetos o, € o, cada um de um grupo (15).

2.2dlo,0,]

dlr,s]=-—t—— (15)
nn

rs
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Os grupos sdo agregados de acordo com a menor distincia média entre
todos. Para realizar o algoritmo, no entanto, os elementos da matriz D sdo

substituidos segundo a regra em (16).

nr

dlc,(rs)] =

dic,r]+ % dlc,s] (16)

n +n n +n

r s r $

(a) T
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Figura 25 — Comparagdes entre aplicagdes de agrupamentos hierarquicos
com diferentes ligagdes (a) simples; (b) completa; (¢) média.

A aplicagio da regra da ligagdo média pode alterar ou ndo as hierarquias das

ligagdes simples ou complexas. Na verdade, a ligacio média define uma estrutura
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hierérquica intermediaria entre as ligacdes simples ¢ completa. A Figura 25 ilustra
este fato. Um conjunto de dez objetos aleatoriamente distribuidos sobre um espago
de dois atributos ¢ submetido as trés aplicagdes: simples, completa e média. Percebe-
se no exemplo, principalmente no diagrama de Venn, a transitoriedade entre os
resultados da aplicagdo dos métodos. Nas ligagSes simples e média, o objeto 2 é
agrupado na disténcia que define a maior hierarquia. Na ligagdo completa isso nio
acontece, contudo os agrupamentos de menor hierarquia sdo mais similares aos da
ligagdo média.

A regra da ligagio média acima é definida pela média aritmética das
distancias. Contudo, a média aritmética nio ¢ a tinica op¢do. Geometricamente o
centroide representa melhor o grupo. Para o centréide a regra de substitui¢iio ¢ dada

por (17).

n, Ry

dlc,(rs)]=

dic,r]+

nr+ns nr+ 5 r S)

- dle,s]-—T—d[r,s] 17

Na Figura 26 observa-se a diferenca entre métodos que utilizam a média
aritmética (a) e o centréide (b).

Os métodos baseados em centroides apresentam a propriedade de ndo
monotonicidade, ou seja, as jungdes podem fazer com que as distancias entre grupos
ndo permanegam sempre crescentes ao longo das iterages. Isso acarreta o que &
chamado de crossovers (cruzamentos) nos dendrogramas. Portanto, se uma aplicagio

exigir monotonicidade das distancias, o método do centréide niio deve ser aplicado.

(@) A ()
dyc +d, d
ﬁ dune= (dac +dsc) dusc = (dac +dsc) _ 4AB
—> —>

Figura 26 - Diferenca das abordagens para distdncia por (a) média
aritmética; e (b) centréide.
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De qualquer maneira, tanto a média aritmética quanto o centréide fazem
parte de uma generalizac3o destas hierarquias intermediérias. Esta generalizacio foi
proposta por Lance e Williams [LANCE & WILLIAMS, 1967] e pode ser resumida

pela férmula abaixo (18) para substitui¢fo na matriz D.

dlc,(rs)] = a,d[c,r]+ a,d[c,s]+ Bd[r,s]+ y|d[c,r] - d[c,s]| (18)

Os parametros nessa substitui¢do, ou seja, @, &, B ¢ y definem uma grande
variedade de métodos. A notagdo ¢ indica os grupos existentes; (rs) é 0 novo grupo
formado pelos grupos r e s. A distancia entre cada grupo existente ¢ € o novo grupo
rs € denotada por dc, (rs)]. A Tabela 1 exibe este conjunto de parimetros para os
meétodos mais conhecidos [JAIN & DUBES, 1988]. O parametro y serve para inserir
os meétodos de ligagdo simples e completa nessa generalizagio. Os métodos de
ligagdo média e centréide ponderados (WPGMA e WPGMC) ndo consideram o
tamanho do grupo, ou seja, nfo incluem o nimero de objetos daquele grupo, para
calcular a nova distdncia. Com isso, o método penaliza os grupos com poucos

objetos. Portanto, aplicagdes em que os outliers sio indesejaveis os métodos

ponderados sdo os mais adequados.

Tabela 1 - Indices para a formula genérica para a regra de decisio em (18) [JAIN &
DUBES, 1988].

Método de Agrupamento o, O B Y
ligacdo simples 2 2 0 .z
ligacdo completa Y2 V2 0 V2
média n, n 0 0
(UPGMA) n,+n, n,+n,

média ponderada (WPGMA) Va Y2 0 0
centréide n, Ry —nn 0
(UPGMC) n, +n, n, +n, (n, +n,)’
centrdide ponderado (WPGMC) 2 2 Y4 0
Ward n.+n n,+n, —n

(minima varidncia) no+n +n,  n +n +n, | n +n +n, 0

Método de Ward. O método de Ward, também chamado método da minima
variancia ¢ definido sobre padrdes estabelecidos. Existe um objetivo a ser

perseguido, e este objetivo ¢ a minimizagdo do erro quadratico entre as possiveis
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configuracdes de agrupamento para que os agrupamentos estejam ajustados aos
padrdes desejados.

Um objeto € definido ndo apenas em funcdo de seu grupo, mas também em
fun¢do de seu padrio. O erro quadritico de cada objeto ¢ calculado tomando a
diferenca quadratica entre o objeto e o centréide do grupo. Assim, o erro quadratico
do grupo todo define um valor dado pela soma de todos os erros quadraticos de cada
objeto.

Os erros dependem somente dos centréides e em um agrupamento os erros
quadraticos permanecem os mesmos para todos o0s grupos, exceto para os que estio
sendo agrupados. Portanto, pode ser utilizada uma regra para substitui¢do dos
elementos na matriz D que permite o uso do Algoritmo de Johnson (Algoritmo 6)

para realizar o método de Ward.

+ —_
dle,(rs)] = ——"—de,r]+ e gre g TN g (19)
n,.+n, +n, n,+n,+n, n,.+n +n,

O método pode ainda ser generalizado por (19), que permite a substituigio

dos pardmetros pelos valores dados na Tabela 1.

(a) (b
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Figura 27 - Resultado de um agrupamento hierarquico pelo método Ward
dos objetos ilustrados na Figura22 e visualizados por um
(@) dendrograma e por um (b) diagrama de Venn

Jain e Dubes [JAIN & DUBES, 1988] fizeram um pequeno apanhado dos
trabalhos avaliando métodos de agrupamento. Dentre todos, o método Ward é o

melhor avaliado, mas o autor ressalta que ¢ dificil definir critérios para avaliar
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algoritmos de agrupamentos. Ele ainda alerta que nem todas as aplicacdes
caracterizam-se por ter objetos separaveis por critérios de erros quadraticos.

Para o exemplo apresentado nas ligagSes simples e completa, a Figura 27
ilustra uma separagiio bastante elegante, mas também diferente das anteriores em

todos os niveis hierarquicos.

3.3.5 Mapeamento Auto-organizdivel

Os métodos de agrupamento hierdrquicos ou particionais sio baseados em
regras para se tomar a decisdo de jung@o que nem sempre consideram a forma de uma
vizinhanga topolégica. Além disso, ha a necessidade de se manter uma grande
quantidade de informagéo, sejam os objetos originais, seja na forma de matrizes de
distdncia. Os resultados dos agrupamentos servem também para reduzir a
dimensionalidade dos dados. Muitas aplicagdes exigem que o resultado do
agrupamento preserve a vizinhanga topoldgica dos objetos, como a segmentaciio de
imagens baseada em cores [MOREIRA & COSTA, 1996]. A redugio de
dimensionalidade ¢ também um aspecto desejavel para aplicagdes que lidam com

percep¢do [OBERMAYER et al., 1992].

Figura 28 — Estrutura de dados para um SOM

Kohonen [KOHONEN, 1990] introduziu o mapeamento auto-organizavel
(SOM), cujos resultados apresentam as caracteristicas desejaveis acima. A estrutura

de dados do SOM consiste de um conjunto V= {v,.j }, i=1.M;j=1..N, de n=MN

nodos dispostos em uma grade (comumente uni ou bi-dimensional) ligados a um

outro conjunto de d nodos de entrada X= {x,,x,,~-,x,}, no qual cada nodo
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representa um atributo do espago em que os objetos a serem agrupados estdo

representados. Cada nodo v; € ligado a entrada por um vetor protdtipo w, . Embora a

Figura 28, ilustrando a estrutura de dados apresente uma grade retangular, ela pode
ser disposta em outro tipo de topologia, como a hexagonal, por exemplo.

O SOM precisa ser treinado para generalizar um conjunto de entradas. A
apresentacdo dos dados causara (ou nio) a formag@o de regides na grade V. Estes
padrdes formados na grade V sio os grupos, € portanto a grade V' ¢é a saida do
algoritmo. O treinamento € um processo iterativo no qual, a cada passo #, um objeto

X(t) de um conjunto (conjunto de treinamento) € escolhido aleatoriamente. As

distancias entre X(f) e todos os vetores prototipow,, sdo calculadas e o vetor com

menor distdncia w é encontrado.

[z - % (0] = nl_lgnﬂjx(t) -, 0} (20)
Este vetor com menor distancia e seus vizinhos topoldgicos serdo, no
proximo passo, atualizados de acordo com uma regra. Esta regra inclui uma fungio

de vizinhanga z;. (1) e uma taxa de aprendizado a(z), que tornar o aprendizado mais

ou menos rapido. Ambas, variando a cada passo e de acordo com a aplicagdo.

Wy (e +1) = 0, () + a )z, ()[F() - #, (1)] @1)

Esta € uma fonte de criticas ao algoritmo, j4 que ha grande liberdade para se
“desenhar” solugdes.

A fungdo de vizinhan¢a é normalmente uma fungdo de suporte compacto,
em um intervalo (0, 1] e cuja posigio do valor méximo deve coincidir com a posi¢do
do melhor protétipo na grade V. Isso permite uma interag@o lateral na grade que sera
reduzida conforme aumenta o niimero de passos t. Vesanto [VESANTO, 2000]
sugere uma gaussiana como fungio de vizinhanca.

Z(f)=e 20 22)
Na fungdo sugerida a redugo da interago lateral se da pela variacio do

desvio padrao da gaussiana o(f) ao longo do treinamento. As posi¢des na grade ¥ sio

representadas por r* e ry;.
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Ao final de um nimero de iteragdes previamente determinado, cada nodo de
V indicara a sua distancia na grade, ao nodo protétipo. Alguns nodos estardio bastante
proximos enquanto outros nio. A visualizagdo dessa grade permite distinguir as
regides (ou grupos), mas para usar o SOM como um agrupamento é necessario
utilizar um algoritmo convencional de agrupamento (k-NN por exemplo) sobre o
contetdo dos nodos da grade ¥, para que a cada regifio seja identificada.

Devido a sua capacidade de redugio de dimensionalidade, o SOM ¢é aplicado
em visualizagdo de dados em espagos de muitas dimensdes. Esta visualizagio pode
ser conseguida por varias abordagens, tais como (a) matriz de distincia unificada
[ULTSCH & SIEMON, 1990]; (b) mapeamento de Sammon [SAMMON JR, 1969];
(c) histogramas das entradas por grupos, entre outras.

As aplicagdes do SOM s@o numerosas. Vesanto em [VESANTO, 2000]
enumera diversas aplicagdes em cada fase de um processo de descoberta do
conhecimento: determinagdo dos objetivos, preparagio dos dados, mineragio de
dados, construgio de modelos, acompanhamento, entre outros.

O SOM ¢ um algoritmo bastante flexivel e simples, permitindo um amplo
espectro de aplicagdes. Sua execugio dispende pouca memoria, pois a apresentacio
dos objetos se d4 por um treinamento, ou seja, o tempo é o outro lado dessa moeda.
O treinamento € um processo demorado e seu desempenho depende muito de boas
escolhas para a fungdo da vizinhanga e da taxa de aprendizado [KOHONEN, 1990].
Por outro lado, o0 SOM permite que sistemas nio lineares, normalmente dificeis de se

modelar, sejam aproximados por essa abordagem bastante simples. [VESANTO,
2000].

3.3.6 Algoritmo Genético

Buscar uma ou vérias solugdes a partir de um conjunto com grande
quantidade de elementos ou cujo espaco de busca tem muitas dimensdes é um desafio
muito freqiiente em mineragdo de dados. Algoritmos de busca sio abundantes na
literatura. Cada um deles trata alguma limitag3o ou peculiaridade do espago de busca
ou ainda do conjunto de dados. O algoritmo genético em particular, é bastante

eficiente para espagos de busca de alta dimensionalidade e com quantidade de
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elementos que tornariam inviaveis a aplicagio de algoritmos como descida de
gradiente ou simulated annealing [KIRKPATRICK et al., 1983].

A abordagem mais simples e também menos eficiente para busca ¢ a “forca
bruta”. A forga bruta deve percorrer todo o espago de busca para encontrar a solugdio
do problema. E claro que, dependendo do espago de busca, o uso da forga bruta é
completamente inviavel. E o caso para um espago de busca continuo, por exemplo
Rz,ino qual um minimo ou méaximo para uma fungio Sf(x, y) deve ser encontrada. As
solugdes (ou solugio) poderiam ser analiticamente encontradas, contudo para uma
grande parte dos problemas de busca, sequer se conhece a fung¢do, quanto mais suas
propriedades.

~ Em outros casos, o numero de alternativas ¢ inviavel para qualquer
algoritmo de busca. A solucio é reduzir a quantidade de consultas a estas
alternativas. Porém, para isso é necessria uma estratégia.

Holland inspirou-se na teoria da evolugio de Darwin para propor uma
estratégia de busca. Embora seja uma aproximagio grosseira do que realmente ocorre
em {ermos macroscopicos em organismos muito simples (haploides) [BACK, 1996].
Hoiland [HOLLAND, 1975] introduziu a nogio de schemata para formalizar e
estabelecer um limite inferior de seu desempenho [MITCHELL, 1996].

Cromossomo 110f1(1 FI_ M)
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Figura 29 - Estrutura de dados para um algoritmo genético com genes
binarios.

O algoritmo genético ou GA deve ser implementado considerando o
problema que ele ira resolver. Porém, as estruturas fundamentais e os operadores sdo
mantidos. Estas estruturas é que sio inspiradas na abordagem evolucionista. Assim, o
cromossomo representa o individuo em uma populagio. O cromossomo é constituido

de uma cadeia de genes que codificam um estado binario (O ou 1) . Esta cadeia de
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genes pode codificar um conjunto maior de estados. Por exemplo, um cromossomo
com n genes binarios codifica 2" estados. Contudo, apenas uma populagio de p
individuos sera submetida ao processo evolucionario (Figura 29).

A caracteristica do problema implica em uma fun¢io de adaptabilidade £i)
aplicada a cada individuo, cujo resultado indica quio bem adaptado ele estd. Se o
problema for encontrar os maximos de uma fung¢io A(x), o individuo deve codificar o
espago a ser buscado, ou seja, o dominio D(f{x)) da fungdio. Como os genes sio
binérios, os individuos apenas amostrarfio o dominio D com 2" pontos. A densidade
com que o dominio € amostrado pode causar problemas, principalmente se ela for
muito baixa, pois nesse exemplo, pontos de maximo poderdio nio ser amostrados. A
funcdo f{i) é chamada de fungdo fitness ou funcdo objetivo, e determina-la
adequadamente ¢ fundamental para a solugfo do problema. Por exemplo, na busca de
maximos de A(x) (Figura 30a), o valor de f{i) deve acompanhar o valor da fungio. No
entanto, se o que se busca for zeros de fungio (Figura 3056), f(i) podera assumir o
valor f{i) = — |h(x)| e assim os individuos mais bem adaptados serio aqueles que

cruzarem o eixo (Figura 30c).

(a) {b) (c)

»

- o)
AVAR

h(x) h(x) )l

Figura 30 — Exemplo de espago de busca e fungées objetivo () méximos
(b) e (c) cruzamentos no zero.

Para evoluir, a populago P deve se submeter a operadores genéticos. Estes
operadores s30 basicamente trés: cruzamento, mutacio e selegio.

O operador cruzamento opera sobre um par de cromossomos
C,=lg g - gleC,=[gl g - g°1 e ocorre com uma taxa de
probabilidade px. Um ponto de cruzamento X e [1, n) deve ser selecionado
aleatoriamente. Algumas abordagens utilizam o cruzamento multipontos, ou seja, X =

{x1, x2, ..., x;}, € um conjunto de pontos de cruzamento, no qual ¢ < n e x; £ X445
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Quando apenas um ponto de cruzamento existe, o resultado é um outro par de

Cromossomaos:
Cl=lg' g - gigh, - ge
Gl =lg’ g - ghegt, - g1

Para multipontos:

Cl=le! & - gigha - ghgh. g gl gle
CGl=le’ & - ghgha v ogngh. gl gln gl

O cruzamento multipontos permite um incremento na variabilidade dos
cromossomos, retardando a convergéncia para valores que ndo sejam os desejados.
Goldberg [GOLDBERG, 1989] ressalva que o cruzamento multipontos é uma
degradacio controlavel do GA na direco de uma escolha totalmente aleatédria.

A mutagio € uma operagio que age sobre um gene selecionado
aleatoriamente com uma taxa de probabilidade Pm. Seu efeito é a mudanca de estado
do gene.

A selegdo é uma operagdo que ocorre sobre toda a populag@o P na iteragio
(ou geragdo) ¢. O resultado de sua aplicagdo ¢ a identificacio dos individuos que
estdo mais bem adaptados para que na proxima geragao continuem evoluindo. A
escolha dos cromossomos pode ser realizada de diversas maneiras. A selecdo pela
roleta [HOLLAND, 1975; GOLDBERG, 1989] é uma pratica bastante adotada e
consiste do seguinte. A fungdo-objetivo S0 € calculada para todos os individuos, ou

seja, para i = 1,.., p. A soma de todos os resultados do calculo de (@), ou seja (23).

F=Y 1) (23)

A probabilidade de selegio de cada individuo é determinada pela razdo

P = f())/F . A probabilidade cumulativa ¢ calculada por (24).

P=>p: Po=0 (24)

k=1
A roleta gira e gera um niimero aleatério » em [0, 1] n vezes. A cada vez que

a roleta gira, um cromossomo é selecionado para reproduzir. Assim, 0 cromossomo i

ira reproduzir se P.i<r<P, Reproduzir significa submeter-se a operadores
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genéticos como cruzamento e mutagio. Observe que a reproduciio deve se dar em
pares, e portanto, a cada dois cromossomos selecionados ¢é efetuada a reproducio.

Este tipo de selecdo busca reproduzir os melhores individuos atribuindo a
eles uma maior probabilidade de sobrevivéncia p;. Contudo, nem sempre os melhores
individuos de uma geragio sdo os desejados. A roleta, em geral, causa uma
convergéncia prematura para o melhor individuo.

Algumas estratégias de selegdo buscam corrigir esse problema, selecionando
na roleta individuos que estejam uniformemente espagados. Isso permite a selegdo de
individuos com baixa probabilidade de sobrevivéncia, mas que pode carregar em seu
codigo caracteristicas que, se reproduzidas e combinadas com outras caracteristicas,
podem gerar um individuo melhor adaptado. Essa estratégia ¢ conhecida como
amostragem estocdstica universal (SUS) [BAKER, 1987].

Em cada uma das abordagens acima, contudo, nio se garante que as
caracteristicas do melhor individuo ou ele mesmo permaneca na populagdo.
Abordagens deterministicas, contudo, buscam essa preservacio. Dentre estas
abordagens estdo  a sele¢do por truncamento ou por blocos. Na selecdo por
truncamento ¢ definido um limiar de valor da fungdo objetivo para que apenas os
individuos acima desse limiar reproduzirio. Ja para a selecio por blocos, a
determinagéo dos individuos a reproduzir ¢ feita por uma porcentagem da populacio
(20% por exemplo), dos quais serdo selecionados apenas os methores individuos
[THIERENS & GOLDBERG, 1994]. Estratégias de selecdes elitistas [DE JONG,
1975] permitem que o melhor individuo sempre permaneca na populagio, tornando a
fungdo objetivo ao longo das iteragdes sempre crescente. Dentre estas estratégias esta
a selecdao por disputas [GOLDBERG, 1989], na qual um conjunto de q individuos ¢
selecionado aleatoriamente e apenas o melhor deles ira reproduzir. O processo
continua até que toda uma nova populacio de descendentes tenha sido gerada. Este
meétodo € bastante utilizado devido a sua simplicidade computacional.

A escala da fungio objetivo f{i) pode ser alterada considerando suas

ocorréncias até a iteragdo corrente. Dentre estas estratégias estdo a escala sigma e a

selecio de Boltzmann.
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Para a escala sigma [GOLDBERG, 1989] o valor de f{i) é alterado a cada

iteragdo conforme sua média ( ,u}) e desvio padrio (o-}) na iteragdo . A escala é

resultante da aplicagdo de (25) [TANESE, 1989] sobre fi).

f@) -y, se o, %0
=" (25)

1 se 0, =0
Para selecionar um individuo, s(i) ¢ utilizada. A inteng&o ¢ diminuir o que se
chama pressdo seletiva, (0 nimero de reprodugdes de um tnico individuo) e
consequentemente evitar a convergéncia prematura. Assim, no inicio, quando o
desvio padrdo de f{i) é alto os individuos mais bem adaptados ndo serdio tdo
privilegiados na selegdo. Conforme o desvio padréo diminui, o ponto de seleco entre

os melhores € os piores sera mais explicito.

A selecdo de Boltzmann [GOLDBERG, 1989] escala também a funcio
objetivo (26), porém um pardmetro (T) controla a velocidade com que a distingdo
entre os melhores e piores. Este parametro é a “temperatura”. Ela deve comecar

grande e ao longo das iteragdes ir decrescendo conforme um pré-estabelecimento.
14 .
e T 2 FAl0)] 26)
—  parau@i)=Ye 7
u(0) k=1

O parametro T permite um controle da pressdo seletiva, contudo é um

s(i) =

pardmetro que deve ser estabelecido € o suas propriedades tedricas bem estabelecidas
[DE LA MAZZA & TIDOR, 1991].

Os GAs evoluem por iteragdes. Os passos de um GA genérico pode ser visto

no Algoritmo 7.

Algoritmo 7 — Algoritmo Genético

P ; Inicializar a populagdo de pais P() e a itera¢@o corrente com ¢ = 0.
asso
Avaliar as fungdes objetivo fi) para cada individuo da populacio

Recombinar a populagdo de pais (cruzamento e mutagdo) P(z),

Passo 2 gerando uma populacio de descendentes D(1)

Passo 3 Calcular as funcdes objetivo f{i) da populaciio D()

Selecionar a préxima populagio de pais P(t+1) a partir das duas

Passo 4 populagdes: P(¢) e D(t); Incrementar . ¢ = ¢+1
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Se a condigdo de término foi alcancada, entio PARE, seniio volte
ao Passo 2.

A condig@o de término no Algoritmo 7 pode ser determinada pelo nimero
de iteragdes ou entdo por uma condi¢do para convergéncia a uma solugdo. A
condi¢do de parada mais comum € o nimero da iteragdo. Assim, se ¢ > T a evolugdo
para e o individuo ou os individuos com maiores f{i) sdo os que indicam a solug3o.
Uma outra condigdio de parada que pode ser utilizada em abordagens elitistas é o
numero de geragdes em que os individuos mais bem adaptados permanecem
inalterados.

Condi¢des de parada que consideram a estrutura dos cromossomos (o
genotipo) tentam identificar um estado de convergéncia da populagdo, ou seja, uma
proporgdo de individuos da populagdo que tenham a mesma representagio (ou
similar). Pode ser considerada a evolugdo do resultado da fungio objetivo f{i). Se ao
longo da evolugdo f{i) ndo se altera dentro de um intervalo ¢, durante um ntimero T
de geragdes, o algoritmo péra de evoluir [MICHALEWICZ, 1994].

Mutagéo

Populagio

Cruzamento
[ :>
I ]

Descendentes

Selecdo

Figura 31 - Explicagdo sinética sobre algoritmo genético, suas operagdes
basicas e estruturas de dados.

Até aqui, foi comentado o algoritmo genético com codificagdo bindria,

porém ha uma grande diversidade de codificacdes possiveis. Se a representacio de
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um individuo conta com um conjunto discreto de estados (o alfabeto), os operadores
genéticos deverdo ser diferentes do GA com codificagdio binaria. Por exemplo, a
mudanga de estados pode no ter apenas duas opgdes e portanto deve ser definido um
critério para uma nova operagio de mutagio [MITCHELL, 1996].

Uma outra maneira de representar o gene é atribuindo um valor de ponto
flutuante a ele. Esse valor pode significar um peso, ou mesmo um valor de fungo.
Nesse caso, a alteragdo nos operadores é muito grande. Além disso, outros tipos de
operadores sdo adicionados aos convencionais. A mutagdo pode ser convencional
uniforme, se o gene a ser mutado for substituido por um valor aleatério dentro de um
intervalo. Pode também ser dindmica ndo uniforme. Nesse caso, se um gene a ser

mutado g, tiver limites inferior g, e superior g, o resultado da operagdo tera

dois valores possiveis que dependem da funcéo 27.

g =& tALg" ~g,) ou g, =g, +Alt,g, -g™) @27

l b
Alt,y)= y-r-(l—;j (28)

A fungdo em (28) retorna um valor em [0, y) que aproxima-se de 0 conforme
¢t (o mimero da geragio) cresce. » é um valor aleatério em [0, 1], T é o numero
maximo de geragdes € b ¢ o grau de nio-uniformidade. Gen e colaboradores [GEN et
al., 1996] propuseram uma mutagio baseada na direcdo da solugdo, ou seja, se o
objetivo for minimizar entdo o valor do gene mutado deve seguir na diregdo do
gradiente ou em direg3o contraria se o objetivo for maximizar. Para isso, em uma
vizinhan¢a em Ag,, a dire¢iio do gradiente deve ser procurada.

O cruzamento também sofre alteragdes. Além dos operadores convencionais
(um ponto e varios pontos de cruzamento), o cruzamento aritmético realiza
ponderagdes sobre os cromossomos. Estes cromossomos séo os vetores de atributos
x . Os descendentes sao entdo calculados por (29) e restrigdes aos valores de 4, e A,
definem a convexidade da combinagdo: convexa quando At+id,=1¢e 4,>0 ¢
A, >0; linear quando 4, +4,<2 e 4, >0 e 4, >0; ou afim quando A =15c¢e

A, ==0.5. Tais combinagdes restringem a posi¢io da solugdo do espago de busca

[GEN & CHENG, 1997].
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X = A%+ A4,%,
(29)
X, = A%, + A%,

O cruzamento baseado na dire¢do gera apenas um individuo descendente
que, baseado na fungdo objetivo f{i) de cada pai, garante que o filho tera uma solugio
melhor que os pais. Isso ¢ conseguido pela seguinte regra: ¥’ =r- (x, - X))+ X, com
r sendo um nimero aleatério em [0,1] ¢ assumindo que f(%,)> f (x,) quando se
quer maximizar € o contririo se o objetivo for minimizar a solugio [GEN &
CHENG, 1997].

Os GAs tém um amplo potencial de aplicagdes. Devido a sua simplicidade
de implementacdo os GAs vém sendo aplicados em diversas fases para descoberta de
conhecimento. Contudo seu uso exige um conhecimento do problema, para que o
resultado ndo seja comprometido por erros. Tais erros podem ocorrer desde a
codificagdo, ou seja, na atribuigdio do significado e intervalo de cada gene, até a
composi¢do da fungio objetivo. Dois casos extremos podem ocorrer: (1) uma fung3o
objetivo muito simples que ndo reflete a meta da aplicagio, ou (2) superestimar a
capacidade do GA incluindo na fungdo objetivo muito complexa que transforme o

espaco de busca e conseqiientemente a busca inviavel.

3.3.7 Aproximagio

Modelos permitem uma visdo focada sobre a realidade. Para construi-los, é
preciso abrir mdo de diversos parametros ou de avaliagdes sobre o problema. Para
dispensar parametros ou avaliagdes é preciso aprender a escolhé-los. O lavrador,
quando arrisca um progndstico sobre o tempo, exercita uma atividade que vem
experimentando desde quando nasceu. Deste modo, houve um aprendizado ao longo
de sua vida, para que ele pudesse ter uma taxa de acerto boa o suficiente.

O homem do campo, quando arrisca um progndstico sobre o tempo,
considera alguns fatores como a mudanca de temperatura e a velocidade do vento
sem sensores padronizados. Ele ndo dispde de todos os recursos de um
meteorologista para fazer a sua previsdo e assim, a cada tentativa, ele estd

generalizando e muitas vezes desconsiderando algumas medidas que o profissional
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utiliza. Esta generalizagio € conseguida por uma aproximagio, que dependendo da
importéncia dos parametros escolhidos pode ser suficiente para uma boa previsio.

Se o meteorologista quiser estudar essa generalizagdo, ele poderia tomar as
medidas de pressdo atmosférica e o volume da precipitago ocorrida. A generalizagio
¢ conseguida por uma regressdo ou por uma interpolag3io dos pontos coletados. A
regressao tenta aproximar uma curva com parametros conhecidos (reta, exponencial)
de um conjunto de pontos buscando minimizar um critério de distincia entre os
pontos € a curva (veja Figura 32a e Figura 326). Ja o objetivo da interpolagdo ¢
encontrar uma curva na qual todos os pontos coletados residam (veja Figura 32¢). E
claro que restrigdes sobre o conjunto de pontos devem ser impostas, mas o sucesso

pode ter um prego alto: as generalizagdes podem apresentar um erro muito grande.

() (©)

T T T T T T T T T T T

Figura 32 — Exemplos de (a) regressio linear; (b) regressdo exponencial;
(c) interpolagdo.

Meétodos de regressio e interpolagio sio abundantes na literatura, contudo
cada um deles impdem restri¢des, dentre as quais: pontos de origem igualmente
espagados, linearidade, grau polinomial [POWELL, 1981].

Um método de interpolagio bastante utilizado para treinamentos e
generalizagdes € aplicar fungdes de base radial (FBR) introduzidas por [POWELL,
1985]. Sua popularidade para aplicagdes de reconhecimento de padres e
aprendizado de maquina ocorre porque nio é necessirio um espagamento regular
entre os pontos de origem, viabilizando o uso de casos reais em treinamentos. Sua
aplicagio em espagos multidimensionais ¢ facilitada por exigir poucos pontos para
sua aplicagdo.

A interpolagio utilizando FBRs ¢é realizada considerando dois tipos de

informagfo: a conhecida e a que se quer conhecer. A informagdo conhecida é
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representada por um conjunto de vetores V = {¥,,¥,,---,%,} que indica uma posigéo

no espago R de d dimensdes. A cada um dos vetores V corresponde um valor que é
resultado da aplicagdo de uma fungio sobre cada um destes vetores

F, ={f#,),f(), -, f(¥,)} associado. A informagio que se quer conhecer pode

ser correspondente a apenas um ponto, ou entdo a um conjunto deles. Podemos
representar as posi¢des dos valores a serem determinados também como vetores

x ={%y, %, +,%, } em R%. Como cada elemento de ¥ ¢ de X sdo vetores em um

-

espago  d-dimensional, suas representagdes s30: U, ={v,,v,,--,v,} e

—

¥, ={Xu>%4» X,y } - A cada vetor de ¥ corresponde um valor de Fy e a cada vetor

de X um valor escalar de Fx. Na Figura 33a, com d = 2, as cruzes correspondem aos
locais ¥ e as bolas aos valores conhecidos Fy. A superficie da Figura 335 corresponde
aos pontos interpolados da Figura 33a, ou seja, a fungdo interpolada cujos pontos

estdo em Fy. A cruz ¢ um desses pontos de X e sua localizagdo (bola indicada pela

seta) na superficic ¢ um ponto F.

(b

05 05

Figura 33 — Ilustragfio de interpolagdo com FBR por uma superficie. (a)
Os pontos a serem interpolados s3io representados por bolas
vermelhas e suas respectivas posigdes por cruzes azuis. (b) A
superficie interpolando os pontos e a generalizagdo de um ponto (bola
azul).

A interpolagéio por FBRs aproxima ou interpola um conjunto de pontos
aplicando uma base de fungdes escalares ¢(r), no qual » € uma norma sobre o espago

dos pontos conhecidos. ¢(r)é escolhida considerando um eritério, como por exemplo
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energia de dobramento da superficie ou linearidade. Uma vez escolhida a fungio

base, cada valor de Fy, € aproximado por (30).

S@) =2 w7 -7 (30)

Os coeficientes w; indicam a intensidade com a qual a funcéo

¢(r) contribuira sobre cada relagdo de distdncia r entre os pontos v e ¥,. A

aproximagdo em (30) pode ser escrita na forma matricial como (31).

) 0 807 =% - odm -7 w
f(,) _ ¢(”{”1 "vzll) 0 ¢("§2 —Vy ") w,
: : : : : 3D
SOy ¢(ll§1 —Vy ”) ¢("‘_’.2 —Vy “) o 0 Wy
F,=0-w

A matriz @ ¢ simétrica, NxN e sua diagonal principal é nula. Para uma
grande conjunto de ¢(r), ® ¢ nio-singular. Sendo assim, os coeficientes w; podem

ser calculados por (32).

w=®".F, (32)
Obtidos os coeficientes de w, eles podem ser aplicados a um outro conjunto

de pontos para generalizar seus valores de fungio fx, como em (33).

Fy =w-O(|5 - 7]) (33)
Na forma matricial de (34), podemos verificar a flexibilidade no niimero de
pontos sobre o qual se pode aplicar. Assim, a matriz ® tem MxN elementos. O
desempenho computacional depende diretamente da fungiio ¢(r) e do niimero M de

pontos que se deseja conhecer.

f()?l) ¢(”5€1 - {’:1 ") ¢(I|E1 - {’:2 ") o ¢("551 - {;N II) T w,

f(iz) _ ¢("552 :_ {’.1 ”) ¢(”5€.2 :_ Vz”) ¢(”5Ez :—{;N ") “.’2 (34)

f(fM) ¢(||55M - {;l ”) ¢("5EM - {’.2 ”) tt ¢(”55M - i;N “)_ _WN
Embora as FBRs definam interpolages exatas para um grande variedade de

problemas ¢ assumindo ¢(r) particulares, Mees [MEES et al., 1992] afirma que

fungdes lineares por partes sdo pobremente interpoladas e para contornar o problema
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ele define as FBRs afins. As FBRs afins incluem graus de liberdade para rotagio de
#(r) em cada dimensdo do espago em que os vetores de V' e de X residem. Além da
rotagdo, uma translagdo no mesmo espago € permitida. A Figura 34, mostra o esbogo
de um suporte eliptico de uma func¢io radial e os graus de liberdade para duas
dimensdes. Na Figura 34a, o suporte pode se inclinar para cada uma das duas
dimensdes. Ja na Figura 34b, o suporte foi transladado. Essa liberdade permite uma

superficie interpolada menos sujeita a erros.

(a) (b)

N
\

[
» »

Figura 34 — Exemplos de graus de liberdade de FBRs com suporte
eliptico: (a) rotagdo; (b) translagio.

Para implementar as FBRs afins, (30) deve ser modificado de modo a

adicionar os graus de liberdade descritos (35).

f@) =2 w7 -7+ X aw, +b (35)

Restrigdes devem ser impostas sobre os coeficientes w; para que
interpola¢des de fungdes lineares por partes sejam possiveis. Elas foram deduzidas
por Powell em [POWELL, 1985] e garantem ainda a unicidade da solugfio. Tais

condi¢des sdo dadas por (36).

N

iviw,. =0 e ZWI. =0 (36)
i=1

i=1

Deste modo, na forma matricial, (35) toma a forma de (37).



76

~f(§1) I 0 ¢(“‘_".1 = {’.2”) ¢(”{;1 - g}v”) Yo Vi 1T w, |
f (92) ¢(”§1 "vzil) 0 ¢(”f52 - vN") Va  Vp 1 W,
Foy) |= ¢(||§1 - VN”) ¢(“‘_’.2 —VN”) 0 Yy Vae 1 & (37
0 Vi Vy Vai 0 0 :0|aq
O Vi2 YV Yy 0 0 0f a,
] T s N i s Od_b_

> !n |z

(38)

Sua aplicagio para pontos nio conhecidos é obtida encontrando a solugdo

obtida em (37) aos pontos nio conhecidos, como mostra (39).

[w, ]
7@ [elE-5D #@5-5D - sQE-5p | x x 1]
f(iz) - ¢(||5C‘2:_§1”) ¢("552:_§2") ¢("5€~2_i’.1v”) X5 x:22 1 & (39)
S(xy) ¢(”5C.M—‘7]”) ¢("5C‘M_V2”) ¢(”£M—_‘7N”) X1 Xy ld Z]
Simplificando também a aplicagio temos (40).
w
Fe=lo, | x 1 a (40)
b

O conjunto de pontos obtidos, conforme apresentado acima, reside em R2.

Sua extensdo para d dimensdes ¢ direta e é apresentada em uma aplicagiio para
analise pictérica na segio 6.3.
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4 PROSPECCAO DE ATRIBUTOS

Em um sistema de mineragéo de dados, os objetos ou tuplas ou amostras sdo
representadas por seus atributos. Muitas vezes, contudo, um conjunto de medidas
pode ndo ser adequado para distinguir classes ou agrupamentos de amostras segundo
algum critério desejado. Por exemplo, em uma imagem que apresente frutas coloridas
(Figura 35qa), as frutas podem ser bem identificadas utilizando medidas envolvendo
cores. No entanto, se for usada a medida de intensidade dos niveis de cinza

(Figura 35b), o trabalho pode se tornar mais dificil, e entdo outros atributos deverdo

ser adotados.

Figura 35 — Uma imagem colorida com frutas identificaveis no espago
de cores (a); e uma versio em niveis de cinza (b).

A prospecgdo de atributos envolve o teste e validacdo de novas medidas.
Para que critérios de percep¢do possam ser considerados em uma avaliagio, é
desejavel que além de distinguir objetos o atributo possa exprimir uma suspeita sobre
sua importéncia na representagdio do objeto. Deste modo, € importante que atributos

de forma considerem as saliéncias para caracteriza-la. Na verdade, as saliéncias sdo
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pontos de segmentagio de uma curva e definem segmentos que s3o representativos
para a forma [ATTNEAVE, 1954].

Este capitulo apresenta duas novas abordagens para descrever formas. A
primeira é baseada na simulagio de um campo eletrostatico no qual o contorno da
forma reside. Cada elemento desse contorno consiste de um elemento de carga. A
partir dos caminhos definidos pelas linhas de forca saindo de pontos de um circulo
em torno da forma ¢é construido um atributo para cada elemento do contorno. Os
elementos mais salientes apresentam mais linhas incidentes. Leis de campo
alternativas e seus comportamentos sdo estudados. Além disso, ¢ proposta uma
aplicac@o para modelos de interagdes entre formas.

Uma outra abordagem utiliza a esqueletonizac2o multi-escalas proposta por
Costa e Estrozi [COSTA & ESTROZI, 1999]. Esta abordagem utiliza a métrica
euclideana em seu desenvolvimento. O esqueleto resultante da aplicagdo desse
método apresenta boas propriedades, contudo compromete, para varios tipos de
aplicacdo, seu tempo de execugdo. A secdo 4.2 apresenta a abordagem de Costa €
Estrozi, e baseando-se nela faz um estudo sobre métricas alternativas que permitem
reduzir o tempo de execugio. O preco dessa redugio ¢ o comprometimento de
algumas propriedades desejaveis com relagio a métrica euclideana, mas que
dependendo da aplicacio podem ser ignoradas. Uma métrica em particular
(chessboard) ¢ apresentada junto com um algoritmo para a extra¢do do esqueleto.

Atributos a partir do esqueleto podem ser derivados e sdo comentados ao final.

4.1 Histograma de linhas de campo elétrico incidentes |COSTA & CONSULARO, 1999]

Como detalhado na se¢do 5.1, saliéncia é uma caracteristica importante para
a segmentacdo e descrigdo de formas. Contudo, para grande parte das abordagens, o
carater dependente da escala das saliéncias exige que sejam definidos parametros
para resolver sua localizago em um espago-escala.

Uma alternativa a estas abordagens € considerar a forma residindo em um
espago vetorial regido por leis que caracterizem um tropismo, ou seja, uma forga de
atracdo. Uma lei particular imita o comportamento de um campo elétrico, com cada

pixel de um contorno correspondendo a uma particula de carga (positiva ou
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negativa) unitiria. Um histograma medindo a capacidade de atragdo de cada carga
(ou pixel) nesse campo vetorial distingue as saliéncias em um contorno.

Para explicar melhor essa abordagem, o célculo de campos conservativos
utilizando a transformada de Fourier é descrito. A seguir, um exemplo sobre formas
de neurnios sera apresentado e a abordagem sera entio discutida para outros tipos

de forma.

4.1.1 Campos conservativos usando a Transformada de Fourier

Representemos uma imagem bidimensional em termos de uma grade
uniforme (x, y) com 1 < x, y < N, e a distribuigio de cargas elétricas como uma

fungdo discreta c(x, y) definida sobre esta grade. Um campo vetorial genérico em
qualquer ponto p=(x,,y,) na grade, chamado f( P), pode ser calculado usando
(41), para k e a assumindo valores reais representando, respectivamente, um fator de

proporcionalidade € um pardmetro de interagio do campo). Uma norma genérica

norma-g ¢ definida como ||1'5||g = (vf +v¥ )yg.

o DP-V,
I —— 41
¢ J5-v “1)

i

FP =kXc@)p-7,

Sejam f; e f, os campos escalares correspondendo aos componentes x € y,
respectivamente, do campo vetorial e assumamos que a influéncia da interagio ponto

a ponto esteja restrita a um circulo A de raio m centrado em p. Assumamos, para

efeito de simplicidade, que £ = 1 e que o campo vetorial esteja definido sobre um
espago cuja norma ¢ a euclideana, ou seja, g = 2. Deste modo, os campos escalares fe
e fy de (41) podem ser reescritos como (42) € (43), para o par (7, s) como um ponto

qualquer dentro do circulo A.

fox,y)= c(x+r,y+s)-;,
2 WVrvs ) (42)

(r,s)ed

f,en=Y C(x+r,J’+S)'(—'2S—2)a' (43)
r-+s
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Observando f; e f, (veja Figura 36) percebe-se que o célculo dos campos
escalares corresponde a uma correlacgo entre a configuragio de cargas c(x, y) e uma

fungio de campo %, ou 4, definidas em (44) e (45), respectivamente.

X
h(x,y) = (44)
iw/x2 +y? ’
Y
h,(x,y) = —— (45)
(\/x +y
Conseqiientemente, os campos escalares podem ser conseguidos por (46) e
@n.
fi=c®h, (46)
fy=c®h, (47)

O teorema da correlagdo, muito utilizado em processamento de sinais
[SCHALKOFF, 1989; CASTLEMAN, 1996], pode entdo ser utilizado para calcular
(42) e (43) no dominio de Fourier. Portanto, sendo C, H, e H, as respectivas
transformadas de Fourier para c, 4, e hy, 0s campos escalares podem ser calculados
tomando-se a transformada inversa de Fourier, no qual o asterisco (*) superescrito

indica o complexo conjugado.
fo=3"c-H;} (48)

f,=3"{c-H;} (49)

Devido a periodicidade intrinseca causada pela transforma de Fourier, é
necessario alocar espago maior para C e as fun¢des de campo. Supondo assim, uma
imagem quadrada de tamanho N, o acréscimo deve ser de m, pois a fun¢io de campo
¢ definida apenas dentro do circulo A.

A transformada de Fourier permite uma reducdo do tempo de execugio
devido a sua propriedade de reduzir a ordem do mimero de operagdes. O esforgo
computacional despendido para uma correlagio aplicando diretamente (42) e (43)
alcanga a ordem O(N'). Com a aplicagdo de (48) e (49), o esforco se reduz a
O(N*logN) considerando m << N,
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®)

h(x, y) hy(x, y)

Figura 36 — Fungdes de campo escalar usadas para calcular as
componentes x (a) ¢ y (b).

A partir de f; € f, a fungio de campo escalar pode ser calculada por (50).

U =[] =/ )+ £, (5 0) (50)

O campo vetorial f & composto de vetores resultantes da soma vetorial

expressa em (51) para # e v versores ortogonais entre si ¢ orientados nas diregdes

respectivas dos eixos x € y.
FB)=fii+f,p (51)

4.1.2 Aplicagdo para interagio entre neurénios

No exemplo da Figura 37a, duas formas de neur6nios configuram cargas
positivas para cada ponto. O resultado da fungdio de campo escalar pode ser visto na
Figura 37b, na qual extremidades de neurbnios que ndio estio préximas apresentam
valores altos (mais claros na imagem) e aquelas que estdo proximas mostram valores
baixos (regides escuras). Esta abordagem pode servir como modelo de tropismo em
crescimento celular, principalmente em neur6nios no qual a formacido de tecido é

influenciada pela existéncia de cones de crescimento nas extremidades [GOODHILL,
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1998]. Esta abordagem foi utilizada em [COSTA et al., 1998], no modelo de redes

neurais morfologicamente realistas.

(a) (b)

Figura 37 — Exemplo da fungéo campo escular (h) em uma imagem com
dois neurdnios (a) simulando uma interagdo.

Esta influéncia pode ser localmente definida em cada ponto do contorno do
neur6nio. Para isso, um conjunto de particulas ou pontos L = {Eji} formando uma

circunferéncia em torno do objeto servira como ponto de partida para um caminho

eéntre uma particula g € algum ponto do contorno (veja Figura 38b). Este caminho ¢é

orientado em cada passo pelo campo vetorial ]7 (veja Figura 38a).
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Figura 38 — Dois neurénios e o campo vetorial formado por sua influéncia para
uma lei de campo a = 4.
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O numero de particulas ¢ que chegam em um determinado ponto do

contorno incrementa um acumulador que servira como um histograma de particulas
incidentes. Portanto, se um ponto for uma extremidade influente seu valor sera mais

alto. A Figura39 mostra a visualizagdo deste histograma para as formas da

\

P
TN

Figura 37a.

N
P

Figura 39 - Histograma de linhas de campo incidentes em dois neurénios

Esta interagdo pode ainda ser visualizada com contornos geométricos
variando-se a distancia entre eles. Na Figura 41 pode-se perceber que conforme um
objeto se afasta do outro as saliéncias que interagiam tornam-se mais influentes que
quando proximas. Na Figura 415, as regides escuras aparecem quando as formas
estdo proximas, que no campo vetorial aparecem como regides nas quais as linhas de
campo “evitam”. A distribuicio da densidade de linhas de campo ao longo do
contorno pode ser visualizada na Figura 40. Ali € bastante evidente a alta densidade

das saliéncias para uma lei de campo com valor a=4.

Figura 40 - Histograma de incidéncias de linhas de campo
no par de formas geométricas.
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Figura 41 — Figuras geométricas (a) tomadas em diferentes deslocamentos com
as respectivas fungdes pontenciais (b) e campos vetoriais (c) f sobrepostos a
Ux,p).

Uma outra anélise interessante de ser realizada é sobre o comportamento do
campo vetorial em diferentes leis. Isto é possivel variando o valor @ no calculo do
campo. Para os contornos geométricos, percebe-se que conforme cresce o valor de a,
os caminhos das particulas tentam buscar as saliéncias das formas mostrando a

analogia com o poder das pontas. A Figura 42 mostra o campo vetorial no qual as
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particulas percorrerdo um caminho até o contorno. Porém este campo revela as

direcdes preferenciais.

a=4

Figura 42 — Figuras geométricas em um campo vetorial variando a lei
(coeficiente a) .

Para o par de neurdnios da Figura 37a foram tomados os caminhos definidos
para a = 2 (veja Figura 43a) nota-se que para ¢ = 4, como ilustra a Figura 435, uma
quantidade maior de caminhos chega as saliéncias. Esta maior atracdo causa o
aparecimento de regides que praticamente nio apresentam caminhos. Estas regides
ttm uma incluéncia mais localizada, servindo como modelos para interagdes
localmente muito fortes, mas que n3o produzem efeito em uma vizinhanga mais
abrangente. Isso ndo acontece para os caminhos com lei de campo a = 2. Embora
haja regides ainda nao influenciadas no local da circunferéncia, os caminhos ocorrem
entre os dois neurdnios caracterizando assim uma influéncia mais ampla.

Os atributos que podem ser derivados a partir dessa abordagem sio aqueles
que definem, para cada elemento de contorno, a quantidade de linhas de forca

incidentes. As saliéncias s3o fortemente realcadas por esse atributo como mostra a

préxima segio.
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Figura 43 — Influéncia de um par de neurdnios a partir de uma circunferéncia a qual é avaliado
em cada ponto do contorno a densidade de caminhos percorridos por uma particula. (a)
mostra os caminhos para lei de campo a =2 e (b) para lei de campo a = 4

4.1.3 Obtendo atributos

A micrografia de um neur6nio ganglionar da retina de galinha foi

segmentada manualmente e sua forma é ilustrada pela Figura 44,

=
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Figura 44 — Contorno de um neurénio.

Utilizando o método apresentado, calculou-se suas respectivas  f;
Figura 45a) e f, (Figura 45b), ou seja, 0s respectivos componentes vetoriais
g ) g ) P p

ortogonais do campo eletrostatico para lei de forca com indice g = J.
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Figura 45 — Componentes x (a) ¢ y (b) do campo vetorial calculados
aplicando-se (48) e (49) respectivamente.
(a)

Sua fungdo campo escalar U(x, y) pode ser visualizada na Figura 464 € seu

campo vetorial na Figura 46b.
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Figura 46 — Campo escalar (a) ¢ vetorial (b) para o contorno da
Figura 44.

A partir de alguns pontos de uma circunferéncia em torno
lado a part

ficou-se o elemento de contorno no qual se define o cam

verl

externo a forma foi verificado o caminho, e cada pixel foi marcado com um nivel de
cimza rotu

(Figura 46b). A Figura 47a mostra o comportamento dos caminhos. A Figura 47b

mostra os caminhos de uma mane
dente-de-serra, crescendo a partir da
correspondendo ao nivel de ¢



88

Figura 47 — Caminhos a partir de pontos de uma circunferéncia em torno
da forma (a) e a partir de todos os pixels externos ao contorno (b).

Procedeu-se entdo uma contagem para cada ponto do contorno. Esta
contagem ¢ incrementada a cada vez que um caminho chega de um determinado
pixel da circunferéncia ilustrado pela Figura 47a, porém agora partindo de todos os

pixels da circunferéncia. O resultado ¢ mostrado na Figura 43.

\
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Figura 48 — Grifico mostrando para cada ponto do contorno a sua
influéncia pela chegada de linhas de forca. A lei de campo
corresponde ao indice a=/.

A Figura 48 ilustra uma leve preferéncia dos caminhos para as saliéncias.
Na tentativa de tornar essa preferéncia mais forte, foram testadas outras leis de
campo variando o indice a para valores a = 2 e ¢ = 4. As respectivas figuras
mostrando os caminhos chegando aos pontos do contorno (Figura 49a e b) ilustram
esse aumento na preferéncia a saliéncia. As regides continuas com apenas um nivel

de intensidade revelam grandes quantidades de pixels chegando em apenas um ponto

do contorno.
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Figura 49 - Linhas de forga calculadas para leis de campo a =2 (a) e
a=4(b).

A Figura 50. mostra agora uma forte preferéncia as saliéncias indicada pela
altura da haste que sai do contorno do neurénio. Observa-se também que para a = 4
as saliéncias sio identificadas com maior uniformidade. Para ¢ = 2, algumas

saliéncias apresentaram influéncias muito menores que para outras.

(@) ()

W\ \

Figura 50 - Graficos mostrando para cada ponto do contorno a sua
influéncia pela chegada de linhas de forca. As leis de campo
correspondem aos indices a=2 (a) e a=4 (b).

Por fim, na Figura 515 o histograma de linhas de for¢a ¢ mostrado em um
grafico cartesiano e comparado & curvatura do contorno do neurdnio (Figura 51a).
Percebe-se uma semelhanga na identificagio dos pontos de maior curvatura. A
vantangem do uso deste atributo ao invés da curvatura esta no fato de que o calculo

de curvatura em um contorno digital depende de uma suavizacdo, e deste modo o

histograma seria menos dependente da variagio de escalas. Contudo, o processo para
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se obter o histograma ¢ ainda bastante pesado computacionalmente, ja que exige em

varios passos o calculo da transformada de Fourier bidimensional.

154
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Figura 51 — Comparagio entre a curvatura do contorno da Figura 44 ¢
seu histograma de linhas de forgas paraa = 2.

4.2 Esqueletonizacio multi-escalas com métricas de Minkowski variaveis

A analise e esqueletonizagio espaco-escala (ou multiresolugiio) sio duas das
mais promissoras e elegantes abordagens para o importante problema de analise de
formas. Uma solugdo eficaz para estes problemas foi descrita em [COSTA &
ESTROZI, 1999], baseada nos conceitos de dilatacdes exatas (de acordo com
distancias euclideanas) e propagacdo de rétulos. Esta abordagem apresentou uma
série de propriedades desejaveis entre as quais:

(a) esqueletos espago-escala de largura unitéria e 8-conectados;

(b) preservagdo da topologia, ou seja, os esqueletos nunca se quebram

durante a variacio das escalas espaciais;

(c) permitem uma reconstrugfio espaco-escala sem deslocamento de borda,
ja que em escalas mais altas as formas reconstruidas niio se deslocam
enquanto os detalhes da escala espacial sio removidos.

Apesar destas boas propriedades, o esforco computacional para realizar a

esqueletonizagio ¢ grande pois, depende fortemente do calculo da distancia
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euclideana. Com o objetivo de minimizar a quantidade de distancias calculadas,
Costa e Estrozi [COSTA & ESTROZI, 1999] propuseram uma estrutura para que as
distancias fossem propagadas em vez de intensivamente calculadas. No entanto, um
outro problema surge devido ao crescimento exponencial do tamanho da estrutura
alocada para conter os deslocamentos das distancias euclideanas. Este crescimento
dificulta a esqueletonizagdio para grandes distancias. Embora a estrutura seja simples,
ela nio ¢ computacionalmente viavel de modo a permitir sua extensdo a
implementag¢des 3D e em hardware paralelo.

Esta segdo serve ao estudo e comparagdo de desempenho e de qualidade da
esqueletonizacdo multi-escalas para diversas métricas que podem tornar
computacionalmente vidvel tal abordagem. Para isso, uma pequena revisdo das
métricas estudadas ¢ apresentada. Entdo, ¢ introduzido o processo de
esqueletonizagdo multi-escalas com propagagio de rotulos considerando a distincia
euclideana exata. A seguir serdo mostradas as extensdes da abordagem para métricas
alternativas. Por fim, uma implementa¢3o computacionalmente econdmica aplicando

a métrica chessboard é descrita.

4.2.1 Meétricas Alternativas

A transformada distancia de um conjunto de objetos binarios 4 (continuo ou
discreto em R"), produz um mapa de distancias D, obtido atribuindo-se a cada
ponto D( f)) deste mapa, a menor distancia entre o ponto p e algum ponto de algum
objeto 4. Sdo definidas varias métricas para atribuir um valor a distincia e portanto,
varias transformadas distancia (DT) podem ser adotadas, cada uma caracterizada pela
métrica que a define.

Talvez a métrica mais conhecida seja a que define a distancia euclideana

definida por (52). Outras duas métricas fartamente utilizadas s3o as métricas

cityblock (53) e chessboard (54).

dp =2 -a.) (52)

D

dy =2 1P — 4] (53)

k=1
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4, =max{p, ~q,} (54)

No entanto, tais métricas podem ser definidas como casos especiais em

familias como as métricas de Minkowski (55) ou as métricas Chamfer (56).
D
d:'nZ(pk_qk) (55)

D
dchamfer (A’ B) = Ax m_axﬂpk —4q; |}+
(56)

(B~ A)<min{p, - g,

Os casos especiais manifestam-se em (55) como valores n = 2 para a
distancia euclideana; n = J para métrica cityblock e n = o para métrica chessboard.
Para n < I ndo so definidas, pois nio se ajustam aos quatro requisitos necessarios
para que uma métrica d entre um ponto p e outro ¢ seja definida, ou seja:

1) d(p, ) = d(g, p);

2.) d(p, q) = 0 se e somente se p = q;

3.)d(p, 9) 2 0 para todo p, ¢

4.) d(p, q) < d(p, w) + d(q, w)

Figura 52 — Familia de distancias de Minkowski. As linhas mais fortes
definem casos especiais.

A distancia de Minkowski é a generalizagdo das distancias que aproximam
uma bola unitdria por formas variando entre o losango (di) € o quadrado (d)
Figura 52. A aproximacio pelo losango (limite inferior da bola) resulta na bem

conhecida distancia city-block. J4 a aproximac@o pelo quadrado (limite superior da
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bola) é conhecida como distancia chessboard. E facil perceber que em dire¢des que
ndo sdo ortogonais as distancias variam e que para a distancia euclideana (o circulo)
esse fato ndo ocorre (veja Figura 52).

A partir de (53) e (54) também ¢ imediato concluir que as duas distancias
(city-block e chessboard) sio bem menos computacionalmente custosas do que a
euclideana. Esse fato tem feito com que diversas aplicagdes (imagens em movimento,
3D [PUDNEY, 1998], tempo-real) utilizem as aproximagdes para viabiliza-las.

Tentativas de aproximar a distancia euclideana tém sido implementadas
[MONTANARI, 1968; ARCELLI & DIBAJA, 1988]. A mais freqiiente na literatura
€ a distancia Chamfer. O processo de calculo da distancia Chamfer (56) leva em
consideragdo duas diregdes possiveis de se caminhar em uma grade quadrada: a
diagonal ¢ a reta. Assim, atribuindo-se pesos a essas duas diregdes, é possivel obter
uma distancia cujo erro pode ser formulado. A busca entio, passa a ser pelos dois
pesos (4 e B, veja formula) que minimizem esse erro em relacio a distancia
euclideana exata [BORGEFORS, 1984].

A distancia octogonal ¢ resultante de uma parametrizagio da distancia
Chamfer, (assim como chessboard e city-block), mas que permite uma menor
invariancia a rotagdo (a cada 45°) do que a ciny-block e chessboard (a cada 90°)
[BORGEFORS, 1984].

A transformada distdncia ¢ aplicada em uma série de problemas:
reconhecimento de caracteres [CUISENAIRE, 1999], casamento de formas [LIU &
SRINATH, 1990], esqueletonizagiio entre outros. A propriedade de invaridncia a
rotagao ¢ bastante desejada em reconhecimentos que envolvem variagio do angulo
original da forma. E certo que reconhecimentos normalmente exigem exatiddo
apenas em baixas distancias [LIU & SRINATH, 1990]. Problemas acontecem, no
entanto, quando a informag&o extraida das cristas do mapa de distancias (os maximos
locais) € transportada para um grafo, construindo assim um descritor da forma. Se
tivermos uma rotag3o na forma e tais maximos locais se alterarem, ¢ possivel que a
descri¢do se altere também.

Claro que o objetivo principal dessa busca por uma aproximacio a
transformada distanica euclideana (EDT) ¢ encontrar um algoritmo rapido. Existe

porém um compromisso entre o tempo de execugio do método e o erro com relagéo
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a EDT. Normalmente maiores erros possibilitam uma maior rapidez. As técnicas de
chamferizagio podem ser implementadas varrendo-se apenas duas vezes uma
imagem com uma mascara. O erro pode ser reduzido aumentando-se o tamanho
dessas mascaras ou também variando os seus parametros.

Um exemplo ¢ ilustrado na Figura 57, para a qual a rotagdo do contorno de
uma mdo e um circulo exterior é mostrada para vérias distancias. Percebe-se que
distancias com aproximacgdes mais grosseiras (city block e chessboard) deixam as
imagens rotacionadas bastante diferentes. A distancia Chamfer com parametros (3, 4)
claramente aproxima bem a EDT, no entanto, existem variagcdes em distancias
maiores que podem comprometer alguma aplicacéo [KAQ, 1999].

Um survey sobre transformada distancia com métricas alternativas incluindo
uma visdo abrangente sobre o método chamfer pode ser encontrado em
[BORGEFORS, 1986]. Em [BORGEFORS, 1984], Borgefors generaliza a distincia
chamfer para outras dimensdes (n-dimensional) e estende o conceito para grades
hexagonais.

Com o intuito de estudar as propriedades destas métricas foi implementado
e aplicado o algoritmo de transformada distancia para um conjunto de métricas em
figuras que apresentem peculiaridades que explicitem alguma deficiéncia da métrica

€ que possam apresentar comportamentos desejaveis para determinadas aplicagdes.

Figura 53 — Figura contendo diversas caracteristicas.

Deste modo, uma Figura (veja Figura 53) reunindo um conjunto de
caracteristicas como: ramificagdes, regides circulares, cantos vivos, regides
retangulares e triangulares foi submetido ao calculo de um conjunto de métricas. Os
resultados sdo ilustrados para as métricas Minkowski com valores de 7 variando no
conjunto {1 (city block), 1.5, 2 (euclideana), 10 (quasi-chessboard)} (veja Figura 54)

¢ para as distncias chamfer(l, «) correspondente a city block, (3,4): uma

aproximacio 4 distancia euclideana, (1,1) cujo resultado é a métrica chessboard e um
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caso especial, a métrica octagonal, resultante de quatro varreduras da imagem

permitindo uma distdncia cujo circulo unitario ¢ um octagono. Para facilitar a

visualizagdo, os resultados das transformada distdncia passaram por uma operagdo

D =D mod 20.

Figura 54 — Distancias Minkowski aplicadas a Figura 53 com indices n = I(a),
1.5(b), 2(c) e 10(d).

Figura 55 — Distancias chamfer aplicadas a Figura 53 correspondentes aos
indices (1, ) city block (a); octagonal (b); (3, 4) (¢); (1,1) chessboard (d).

Pode ser percebido da Figura 55 que as DTs em diferentes métricas
correspondem a dilatagdes por diferentes elementos estruturantes. Para o caso da
cityblock, um losango, para a métrica euclideana: o circulo; para a chessboard: um
quadrado; para a chamfer octagonal: um octigono. Na verdade, tais formas sdo as
aproximagdes a um circulo que essas métricas proporcionam. No entanto, o prego
destas aproximagdes deve ser cobrado em perdas de algumas propriedades em
relagdo a exata, ou seja, a euclideana. Algumas distincias, como a chamfer 3,4
aproximam bem para distdncias pequenas € surgem erros maiores para maiores
distancias. Assim, para aplicagdes no qual interesse apenas uma regido préxima ao
objeto, com certeza sera uma alternativa promissora. Em um conjunto de aplicacdes
pode ser indesejavel que a distncia varie conforme o objeto rotacione. Esta
propriedade, a invariancia a rotag#o, é bastante comprometida quando distancias com
grande erro tais como cityblock e chessboard s#o adotadas. Como as formas destas

métricas sdo losangos ou quadrados, ou seja, n3o sd3o isométricas, as rotagdes do
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objeto nio mantém a mesma dilatagio como ocorre na euclideana. A métrica
octagonal apresenta um paliativo para este problema, se a aplicagiio permitir que o
objeto rotacione apenas em angulos proporcionais a 45°.

O efeito da rotagiio em mapas de distancia ¢ ilustrado na Figura 57. Ali sdo
apresentados os mapas de distincias para as imagens de silhuetas de uma mio
humana (a) e outras duas rotacionadas em 30° (b) e 45°. Para cada conjunto de
imagens rotacionadas foram calculados os mapas de distancias para varias métricas:
city block, chessboard, octagonal, chamfer(3,4) e euclideana. Para melhor
visualizagio os mapas de distancia foram submetidos a uma operagdo D = D mod

40.
(@) (b) (c)

Figura 56 — Silhuetas de mo humana (a) rotacionadas em (b) 30° e (c) 45°.

Nas métricas com aproximagdes mais grosseiras ao circulo, ou seja,
cityblock e chessboard, percebe-se a variagio clara em relacio & euclideana. Nas
extremidades ¢ mais facil perceber que formas losangulares em uma orientagio ficam
retangulares em outras para estas distancias. Para as distancias mais aproximadas
(octagonal e chamfer(3,4)) percebe-se uma diferenca mais acentuada em distancias
maiores, ou seja, o circulo em torno da silhueta da miio aparece em distancias
maiores como dilatagdes retas para a octagonal ¢ levemente poligonizada para a
chamfer(3,4). Para a métrica euclideana, embora seja esperada a invaridncia 2
rotacdo, ela nao acontece sem erros devido a amostragem do contorno na grade
quadriculada dos pixels. Como ilustrado na Figura 58 a simples rotacio de uma
Figuraem 45° altera a configuracdo de distancias e idealmente isso deveria passar

por um processo de normalizagio.
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implica em grande esforgo computacional, seja por ndo ser possivel uma propagacio
exata de uma frente de onda circular em uma grade discreta [THOMPSON &
ROSENFELD, 1993], seja por embutir operagdes como raiz quadrada e
multiplicagdo (52).

d= 84852

Figura 58 — Efeito da rotagdo sobre a distincia de uma linha reta
vertical e outra rotacionada de 45°

Os métodos para se calcular a DT de uma imagem binaria s3o
implementados, ou tomando o fundo e calculando a distancia de seus pontos as
bordas do objeto mais préximo, ou entiio partindo-se da borda do objeto e calculando
sua distancia aos pontos de fundo. A rapidez da execugio depende muito da
quantidade de pontos de borda de objeto ou fundo. Algoritmos de chamfer, por
exemplo, utilizam-se da varredura de uma imagem, importando-se apenas com o
tamanho da imagem. Alguns algoritmos, no entanto, nao s6 partem da borda do
objeto como também se utilizam da analogia com a propagacio de ondas de
Huygens, para que ndo seja necessério revisitar pontos [CUISENAIRE & MACQ,
1999].

A propagacio considera uma “onda” cuja forma ¢ dada por uma métrica.
Vimos que ela pode ser um losango (city block), um quadrado (chessboard), um
octagono, etc. A propagacio define, em uma grade discreta, uma vizinhanga (aqui a
analogia com a onda) na qual a medida mais distante dependa somente da soma dos
passos percorridos no caminho. A busca por distancias que imitam a euclideana vem
desde trabalhos como o de Montanari [MONTANARYI, 1968] que introduz o conceito
de pseudo-distincias, baseado na minizagdo do erro percorrido por dois passos.

Danielsson [DANIELSSON, 1980] propde uma propagacao vetorial baseada
na varredura da imagem binaria em varias direcdes, s6 que com mascaras contendo

as diferengas das distancias em cada diregéo ortogonal. Leymarie conseguiu reduzir o
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tempo de execucdo reparametrizando a propagacdo para diminuir o numero de
operacdes [LEYMARIE & LEVINE, 1992]

Ragnelmam [RAGNELMAM, 1992] introduz uma propagacdo em forma de
buqué, i.e., cada ponto pertencente a borda objeto é o centro de uma estrutura que
contém varias mascaras (0 mesmo numero de distincias que se queira) e que percorre
os pontos do fundo da imagem apenas uma vez, atualizando os pontos que ainda néo
foram preenchidos com alguma distancia.

Os maximos locais resultantes da aplicagdo da DT sobre uma imagem
binaria contendo bordas define o eixo de simetria da forma original. Esse eixo é o
eixo principal ou eixo medial. Wright [WRIGHT, 1995] estende o conceito de
distancia euclideana para que os maximos locais definam também eixos locais de
simetria (Smoothed Local Symmetries) [BRADY & ASADA, 1984].

Um outro conceito estendido é a distincia geodésica. Tal distancia é
definida sobre um caminho de pontos conectados em uma vizinhanga. Assim,
partindo-se de um ponto desse caminho e chegando a outro também no mesmo
caminho pode-se calcular a distancia percorrida. Conhecer a distancia percorrida em
cada ponto pode depender apenas da vizinhanga (métricas ndo euclideanas) ou entfo
conhecer a caracteristica analitica do caminho [CUISENAIRE, 1999].

A demanda por resultados mais precisos em DT e sua aplicagio em
reconhecimento € descrigéo de formas, pode ser atendida inserindo-se paralelismo na
implementagdo de seus algoritmos. Yamada [YAMADA, 1984] propds o primeiro
algoritmo paralelo para uma EDT exata para inteiros, que se tratava de um
particionamento da DT em algoritmos sequenciais em cada bloco (complexidade
O(N?)).

Alguns autores paralelizam algoritmos que calculam a DT por varredura
(como a chamfer). Paglieroni [PAGLIERONI, 1992} propde um algoritmo que varre
linhas e colunas reduzindo as DTs bidimensionais & problemas de DTs
unidimensionais. Essa abordagem n#o calcula EDTs exatas e ele a chamou de UDT
(Unified Distance Transform). Kolountzakis e Kutulakos [KOLOUNTZAKIS &
KUTULAKOS, 2000] exploraram propriedades das métricas euclideanas para
reduzir a complexidade (O(N’logN)). Takala e Viitanen [TAKALA & VIITANEN,

1999] propdem uma arquitetura SIMD para implementar algoritmos chamfer
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decompondo-o apenas em operacbes da aritmética binaria, toando-o adequado para
implementac¢do em hardware.

Outros autores paralelizam propagacdes, para tentar diminuir o erro entre a
DT e a EDT exata lidando com o compromisso entre o tamanho da vizinhanga € o
erro. Ragnelmam [RAGNELMAM, 1992] sugeriu propagagdes sequenciais da EDT
com sinal. Huang e Mitchel [HUANG & MITCHEL, 1994] implementaram um
algoritimo paralelo para propagagio em métrica chessboard.

Paglieroni [PAGLIERONI, 1992] propde uma arquitetura dedicada & UDT,
algoritmo baseado em varredura de linhas e colunas calculando DTs unidimensionais
e com isso gerando DTs bidimensionais. Ele a aplica em esqueletonizacio de

circuitos impressos € também em casamentos de 1magens aéreas urbanas em estéreo.

4.2.2 Esqueletoniza¢do multi-escalas sem deslocamento de borda

O método para extrair os esqueletos da forma ocorre em trés etapas: (1) as
dilatagdes exatas; (2) a propagacio de rétulos; (3) e as maximas diferencas. No
primeiro passo, cada ponto do limite da forma original ¢ dilatado, simulando a
propagacdo de ondas de choque. Para identificar o ponto do contorno do qual se
originou o choque, cada um deles ¢ seqiiencialmente rotulado. A imagem resultante
desse processo serve como entrada para a avaliagdo das maximas diferencas. O
processo de maximas diferengas consiste em varrer a imagem, tomando cada
elemento e subtraindo seu contetido do contetido de cada um de seus quatro vizinhos.
O resultado ¢ uma imagem cuja limiarizagdo em cada nivel de cinza, partindo do
maior valor para o menor, produz esqueletos em escalas representadas pelo nivel de
cinza no qual ocorreu o corte. Cada esqueleto obtido pela limiarizagio em uma escala
especifica pode ser reconstruido tomando a distancia de cada ponto do esqueleto e
construindo um elemento estruturante com as dimensdes dessa distancia.

Todo este processo é computacionalmente intensivo. No entanto, para
extrair saliéncias, apenas algumas escalas sio necessarias, permitindo restringir a
quantidade de distancias euclideanas a serem avaliadas.

Esta secdo segue explicando em maiores detalhes a estrutura para avaliar a

distancia euclideana por propagacio exata, e sua aplicagdo para gerar a propagacio
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de rétulos. Além disso, as maximas diferengas e as restrigdes para reduzir o tempo de

execugdo serdo apresentadas.

4.2.3 A Propagacdo da Distincia Euclideana

Conforme visto na se¢do 4.2.1, a Transformada Distancia (DT) de uma
imagem binaria € dada por uma outra imagem, cujos elementos sdo calculados
tomando a menor distancia entre o elemento corrente e um elemento pertencente a
borda da forma.

Visualizando a borda de uma forma como um conjunto B = (b, bs, ..., bn),
tal que b = (xpi, y»i) A DT de um ponto p = (x,, y,) € dada por d,, sendo

— . 2 < A .
dyp = (Xp, ¥p» 2p); Xp € y¥p coordenadas em R” e z, o valor da transformada distancia

z, = n’gp{\/(xl, — Xy, )2 + (y >~ Vni )2 } Neste caso, assume-se uma métrica Euclideana.
Buscando reduzir a sobrecarga de se tomar todos os pontos do dominio para calcular
a DT [COSTA, 1999a; COSTA, 1999b], Costa e Estrozi [COSTA & ESTROZI,
1999] propdem um método de propaga¢do de distincias. Esse método consiste em
dilatar a forma em questéo, cujo critério é dado, ndo por um elemento estruturante
estatico, mas por uma estrutura de dados que contém distancias Euclideanas exatas.
Tal estrutura € uma lista contendo outras listas com as posigdes que em uma grade

possuem a mesma distancia. Tal estrutura pode ser melhor visualizada na Figura 59.

O ({0 Ho Heno Hen |
A () —{an HaD Henm ey |
m (2 ){eo o} {@o {0y |
X @ @h He) Hoy Heny He-n Hed el Ha oy
A ([ e @D @D ]

Figura 59 - Estrutura SD para propagar a distincia euclideana com
dilatagao exata

Sendo SD a estrutura de distancias, SD,; nada mais é do que uma lista cujos
nodos contém os deslocamentos que devem ser feitos em uma grade quadrada para

percorrer a distancia d nessa grade a partir do ponto central. Ou seja,
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SDg= {(xax, ya)}, na qual d, = ,/xdkz + yd,(2 para todo k. Uma vez calculada SD,

cada d ocupara a vizinhanga de um ponto b; do contorno.

Essa estratégia serve também para propagar identificadores de caminhos

entre cada ponto do dominio e um elemento do contorno. Para isso, cada elemento do

contorno € rotulado com um valor inteiro e sequencial (veja Figura 60b), ou seja, L
= {i} parai=1..N.

(a) (b) ()

Figura 60 - Figura original (a); Imagem da rotulagio de cada elemento do

contorno (b); Imagem da propagacio dos rétulos do contorno pela
dilatagfo exata.

Entéo, ao invés do valor da distancia, o que preenche os pontos do dominio
€ o rétulo. Ao final do processo, resulta uma imagem que identifica, para cada ponto

fora da borda, o menor caminho percorrido na superficie da DT (veja Figura 60c).

Algoritmo 8 - Propagacio de rétulos

para cada distancia d
para cada elemento e do contorno
para cada nodo da estrutura SD,
visite cada ponto b; + SD; corrente;
se o ponto ainda nio contem um rétulo
entio atribua e ao ponto;
fim_para
fim_para
fim_para

Para obter os esqueletos, é necessario agora, enconfrar as maximas
diferengas que identificam os caminhos dos choques das ondas ao longo da sua
propagagio.

Isso ¢ feito passeando-se a mascara da Figura 61a sobre cada pixel da

imagem e tomando a maxima diferenca entre o ponto corrente e cada um de seus
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vizinhos (4-vizinhanga). O resultado é uma imagem cuja limiarizacio define um

esqueleto na escala daquele limiar (veja Figura 61b).

(@)

M[l’.]] = m’n{ Img[l_l7 .]] - Img[l’ j])
Img[’) J_l] - Img[l’ j],
lmg[l+1) .I] - Img[l’ J]’
Img[i, j+1] - Img[i, j]}

Figura 61 - Calculo da matriz de diferengas (a); Resultado da aplicagio do algoritmo
ilustrado ao lado (b) mostrando os esqueletos interno e externo

O comportamento multi-escalas do esqueleto da Figura 615 pode ser melhor

visualizado pelas fatias extraidas. Cada fatia T contem um esqueleto Er para um

nivel de detalhe.

E; :{pk} k=1.N; (57)

As escalas mais baixas descrevem maiores detalhes (veja Figura 62a) e
quando muito baixas refletem a grade de amostragem. Conforme aumenta a escala,
os detalhes véo sendo “podados” pelo critério da distancia geodésica.

De posse das respectivas imagens do esqueleto ¢ da transformada distancia
euclideana d ¢é possivel reconstruir a forma para uma determinada escala. A
reconstrugdo, para essa abordagem, apresenta uma propriedade em particular: as
bordas da forma reconstruida n3o se deslocam com relagio as bordas da forma
original. A reconstrugio é obtida pela unido dos circulos (ou bolas) cujo centro é
cada ponto do esqueleto em uma escala T. Estes discos tém raio igual & distancia

d(px) entre o ponto p, do esqueleto € a borda.
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H =\JC(p,.d(p,)) (58)
k

(@) b

Figura 62 — Fatias aplicadas sobre a imagem de diferencas da Figura 61b. As escalas sdo
apresentadas em ordem crescente: (a) 7= 6; (b) T =20; ©T=50;,dT=175(@e)T
= 150; (f) T = 265. As linhas mais escuras (vermelhas) indicam a fatia e as mais
claras (verdes), a Figura original.

Analogamente 4 Figura 615, a reconstrugio consiste de uma imagem em
miltiplas escalas (veja Figura 63), as quais definem uma regra de formagdo da
imagem. Para o caso corrente, o critério para essa formagdo € o perimetro entre o

circulo bitangente 3 borda cujo centro ¢ um ponto do esqueleto. Esta regra define
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qual ponto do esqueleto ou parte da imagem sera “podada” antes de outra. Outros

critérios poderiam ser definidos, porém, estes teriam que ser impostos s escalas.

Figura 63 — Imagem com os discos de
reconstrucdo da forma da Figura 60a em
multiplas escalas. Os niveis de cinza
indicam cada escala.

A Figura 64 mostra a reconstrugio dos esqueletos internos da Figura 62. Os
circulos obtidos para cada escala sfio destacados. O contorno original acompanha
cada reconstruco para efeito de comparagio.

Todos os processos envolvidos com a esqueletonizagio apresentada foram
executados partindo-se de uma métrica euclideana. A isometria desta métrica é a
propriedade mais desejada para aplicagdes as quais a invariancia a rotacdo seja
imprescindivel. No entanto alguns problemas surgem na implementagdo. O primeiro
destes problemas, o tempo de execugio, é causado pelo grande nimero de distancias
euclideanas na grade ortogonal. A Figura 65 mostra o total de distancias euclideanas,
Ny, observadas em uma esfera digital de raio R para varios valores de R. Vé-se que Ny
cresce substancialmente conforme o incremento de R. Como o método que usa a
métrica euclideana exige uma varredura completa da forma do contorno (contendo N
elementos) para cada distancia, um total de N, = NN operagdes bdasicas sdo
necessarias para sua execugo. A relativa complexidade daquela abordagem implica
na necessidade de armazenar todas as possiveis distancias e os respectivos vetores

das suas posi¢des.
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Figura 64 — Reconstrugfio para os respectivos esqueletos da Figura 62.
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Ndmero de Distancia:
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400 =4

300

200
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Figura 65 — Variagdo do nimero de distincias com relagio ao raio de uma circulo
digital. Bolas vazadas correspondem a distincia euclideana; bolas cheias a
Chamfer(3,4); losangos, quadrados e tridingulos (sobrepostos) correspondem
respectivamente a city block, chessboard e octagonal.

Na busca de solugdes para o problema, foram implementadas
esqueletonizacdes € reconstrugdes espago-escala a partir de outras métricas
(Minkowski € Chamfer) além da euclideana. Surpreendentemente, em algumas delas
(city block e chessboard) as boas propriedades dos esqueletos gerados com o método
euclideano sdo mantidas, ou seja, largura unitaria, conectividade 8 ¢ a preservagio da
topologia conforme a variagdo da escala. A Figura 66 mostra os esqueletos para a
forma da Figura 60 nas métricas Minkowski variando seu coeficiente de n =1
correspondendo a distancia city block, passando por um coeficiente intermediario
(n =1.5) e pela distancia euclideana (n =2) até chegar a uma aproximagio da

distancia chessboard (n = 10).

L,

g
i ; i
: L

Figura 66 — Esqueletos para a forma da Figura 60a extraidos (7 = 9) usando a métrica
de Minkowski com coeficientes (@) n = 1;(b) n = 1.5; (¢} n = 2; (d) n = 10.

Para métodos usando distancias Chamfer, os esqueletos s3o ilustrados na

Figura 67.
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Figura 67 — Esqueletos para a forma da Figura 60a extraidos (T = 9) usando métodos
chamfer para (a) city block; (b) octagonal; (c) chamfer(3,4); (d) chessboard.

Percebe-se que a adogfio de diferentes métricas provoca altera¢Ses nas
ramificagdes do esqueleto. Estas mudangas afetam o espaco-escala refletindo-se na
ordem com que partes da imagem s3o desconsideradas ou reconstruidas. Além disso,
nem todas as métricas apresentam propriedades de continuidade ao longo das escalas.
Meétricas simples e anisotrépicas como chessboard e city block (casos especiais da
meétrica de Minkowski) contudo, permitem esqueletos continuos e algoritmos rapidos.
Para a chessboard é proposto um algoritmo vidvel para a esqueletonizacio e

reconstrugdo espago-escalas.

4.2.4 Esqueletonizacio multi-escalas com métrica “chessboard”

Nas técnicas atuais, a distancia (euclideana ou chessboard) ¢ usada para
extrair a transformada distincia dos contornos da forma e propagar os rotulos
atribuidos a cada um dos elementos do contorno. A nova técnica de esqueletonizagio
espago-escala € obtida usando a distancia chessboard no lugar da euclideana. De
imediato, duas vantagens podem ser identificadas: (a) a distancia chessboard é
extremamente simples e nfo requer uma estrutura de dados especifica para conter
todos os valores possiveis de distancia; e (b) dado um valor maximo de distancia,
digamos R, ha exatamente e somente R possiveis distancias chessboard exatas em um
quadrado digital de largura 2R+/. Isto é muito menor que o total de distancias
euclideanas (veja Figura 65).

O algoritmo completo ¢ extremamente simples e ¢ apresentado no pseudo-

codigo do Algoritmo 9.



Algoritmo 9 - Propagaciio de rétulos € DT chessboard.

para d=1 até R
para i=1 até N
x = lista_x[i];
y = lista_y[i];
p_Dir=x+d; p Esq = x—d,
p_Cima = y+d; p Baixo = y—d,
para ix=p_Esq até p Dir
se (Img_Dist[ix, p_Cima] < 0) ou
((i 2 N-2d) e (Img_Rotulos[ix, p_Cima] = 1))
Img_Dist[ix, p Cima] = d,
Img_Rétulofix, p Cimal = i;
fimse;
se (Img_Dist[ix, p_Baixo] < 0) ou
((i 2 N-2d) e (Img_Rétulos[ix, p_Baixo] = 1))
Img_Dist[ix, p_Baixo] = d,
Img_Roétulo[ix, p_Baixo] =i,
fimse;
fimpara;
para iy=p Baixo at€ p Cima
se (Img_Dist[p_FEsq, iy] <0) ou
((i 2 N-2d) e (Img_Rotulos[p_Esq, iy] = 1))
Img Dist[p Esq, iy] =d,
Img_Rotulo[p Esq, iy] =i
fimse;
se (Img_Dist[p Dir, iy] <0) ou
((i 2 N-2d) e (Img_Roétulos[p_Dir, iy} = 1))
Img_Dist[p Dir, iyl =d,
Img_Rétulo[p Dir, iy] = i;
fimse;
fimpara;
fimpara;
fimpara;
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No Algoritmo 9, N € o numero de elementos de contorno da forma; R é a
maxima distincia chessboard considerada; lista x e lista_y sdo vetores (listas)
contendo as coordenadas dos elementos de contorno; Img_Dist ¢ uma matriz (mesmo
tamanho da imagem contendo a forma) usada para guardar a transformada distancia e
¢ iniciada com todos elementos iguais a —1; Img_Rétulos ¢ uma matriz (mesmo
tamanho da imagem contendo a forma) inicializada com zeros e que abrigara os
rotuos i propagados. A condigio “(i > N-2d) e (Img_Rétulo[x+ix, p_Cimal=1)" é
necessdria para assegurar uma propagagdo correta dos rétulos em uma regiio maior
que aquela coberta inicialmente pelo primeiro elemento de contorno (como n3o ha
restricdes quando o primeiro rétulo i=] ¢ propagado, ele se estende em uma regio
maior que o necessdrio para ser corrigido depois). O Algoritmo 9 nfo inclui a
verificagio se as posigbes atualizadas estio dentro de um espago valido de

enderegamento das matrizes usadas, ja que € uma tarefa trivial,
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(@ ®

Figura 68 — Pré-processamento de uma forma para a esqueletoniza¢io muitiescalas
com métrica chessboard. (a) Forma original predominantemente ramificada; (b)
contorno extraido; (c) transformada distdncia chessboard de b; (d) rétulos
propagados para o contorno b.

A Figura 68 ilustra a abordagem de esqueletonizagdo chessboard. A forma
original mostrada na Figura 68a tem sua borda binaria detectada na Figura 68b, que é
rotulada (Figura 684) perseguindo o contorno na dire¢io horaria. A imagem de
diferencas apenas com o esqueleto interno é mostrada na Figura 69. Alguns dos
esqueletos multi-escalas obtidos pela limiarizagdo da imagem de diferencas para
vérios valores T de limiares, sdo exibidos na Figura 70.

Assim, uma nova e extremamente simples abordagem foi proposta para
esqueletonizagdo espaco-escalas e andlise de formas foi apresentada. Esta

metodologia adotou a distdncia chessboard substituindo a euclideana exata,
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implicando um niimero de vantagens substanciais e algumas desvantagens. Primeiro,
como a distincia chessboard é muito simples, nio ha necessidade de usar uma
estrutura de dados para armazenar os possiveis valores da transformada distancia e os
respectivos vetores posicdo. Como conseqii€ncia, o algoritmo se torna bem mais
simples, favorecendo extensdes para implementagdes 3D e com paralelismo em
hardware dedicado. Além disso, como o ntimero de distancias chessboard para um R
especifico € muito menor que o niimero de distincias euclideanas, especialmente para
R grande, o algoritmo ¢ muito mais rapido. Por exemplo, o tempo de execugio para
obter as imagens de diferenca do contorno da Figura 69 usando um cédigo Delphi
em uma maquina PC-compativel 450MHz, para R=50 pixels foi de 3.956 segundos
para a distdncia chessboard e 11.454 segundos para a euclideana. A principal
desvantagem da esqueletonizagio chessboard multi-escalas & a variagdo a rotagdes,

especialmente para formas que apresentem grandes éreas interiores na forma original.

Figura 69 — Esqueleto interno multi-escalas da forma na Figura 68a.

A estrutura do esqueleto pode ser percorrida para representa-lo como um
dendrograma. Este dendrograma permite examinar as distribui¢des de tamanhos de

segmentos entre ramificagdes, de angulos entre os respectivos segmentos. Estes
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atributos sdo tteis na caracterizagdo de neurdnios ganglionares [COSTA & VELTE,
1999] ou para definir graméticas a partir da forma de neurdnios reais [COSTA et al.,
1998]. O niimero de extremidades e de ramificagdes em determinadas escalas pode

caracterizar também formas ramificadas.



Figura 70 — Reconstrugdo (em preto) dos esqueletos (linha em branco)
da forma da Figura 68a.
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5 ANALISE DE FORMAS

Analisar algo € separd-lo em partes para posteriormente entendé-lo
[PROCTER, 1995]. A analise de formas nio ¢é diferente. Sua estratégia é separar ou
segmentar a forma para poder entfio descrevé-la analiticamente ou sintaticamente. A
segmentagdo ¢, portanto, um processo fundamental que precede a cogni¢do de um
objeto. Ha evidéncias que a visdo humana utiliza esta mesma estratégia, porém com
diversas descrigdes. O passo posterior, a descricio da forma, é bastante influenciado
pela aplicagdo. No entanto, o compromisso entre a quantidade de simbolos em um
repertdrio € a quantidade de informac?o a ser descrita esta sempre presente na mente
de quem projeta sistemas de visdo. Para exemplificar, podemos pensar este problema
como uma questdo de hierarquia da representacio. Em um nivel hierarquico mais
alto, poucos simbolos representam individualmente uma forma ou imagem
complexa. A palavra face, por exemplo, resume uma grande complexidade, ja que se
pressupde a existéncia de olhos, nariz, boca, testa, queixo, cabelo, pele, orelhas, etc.
Em um nivel hierarquico mais baixo, precisaremos de mais simbolos para descrever a
face. Neste caso, a face pode ser composta por aquelas partes que formam-na e os
locais corretos que, deste modo, definem um relacionamento sintatico entre os
simbolos.

Este ¢ um problema estabelecido pelo principio da minima descri¢do
(MDL). Contudo, para descrever formas ¢ necesséario estabelecer os simbolos com os
quais a forma sera descrita. Estes simbolos podem variar desde simples formas
poligonais ou contornos lineares até aproximacdes polinomiais mais complexas
como B-splines.

Uma vez estabelecidos os simbolos com o qual se descrevers a forma, esta

sera lida e sua descrigio montada utilizando o “alfabeto” definido. Esta leitura
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consiste em identificar os pontos que isolam os segmentos definidos como simbolo.
Para caracterizar tais pontos é necessario um critério que estabeleca este limite. Um
critério comumente utilizado € a simetria e assim, os pontos em que ocorre uma
alterago na simetria definem a transigio entre um simbolo e outro. Tais pontos sdo
conhecidos como saliéncias, sejam elas protuberantes ou reentrantes.

A seguir sera apresentada uma pequena revisdo sobre saliéncia e sua relagio
com a percepgdo visual. Entdo, serd dada uma visiio geral sobre os métodos para
detecgdo de saliéncias existentes na literatura e por fim, serdo apresentados dois
metodos para detecgdo de saliéncias: (1) baseado na generalizagio de parametros de
curvatura por parametros globais; (2) baseado na perseguicio de saliéneias em

esqueletos multi-escalas.

5.1 Saliéncia

Quando se diz que algo ¢ saliente, é intuitivo pensar em algo que se destaca
e com importincia. O conceito de saliéncia em formas é analogo, porém uma
pergunta ¢ imediata: Se destaca onde? Importante para qué? Percebe-se entdio que o
conceito de saliéncia depende bastante do espago em que a forma reside e ainda dos
objetivos de se salientar determinados pontos. Podemos nos preocupar com a
percepgdo da forma, ou entfo sermos orientados por alguma aplicag?o especifica.

As teorias da percep¢ao visual tém buscado elaborar modelos sobre como 0s
estimulos vindos do mundo fisico sio codificados e elaborados no aparelho sensorial
biolégico. Tais modelos arbitram o conceito de uma boa imagem (Gestalf) ou
inferem formas de seu ambiente (Gibson), ou ainda propdem estruturas hierarquicas
sobre a cogni¢do visual (Primal Sketch). A borda de uma forma, embora tratada de
maneiras diferentes em cada modelo, sempre est4 presente neles [GORDON, 1989;
LONCARIC, 1998].

Abordando a percepgio fisiologicamente, Hubel ¢ Wiesel [HUBEL &
WIESEL, 1962] comprovaram a existéncia de células end-stopped, ou seja, que
respondem bem a extremidades de linhas ou barras retangulares. Wiirtz and Laurens
[WURTZ & LAURENS, 2000] modelaram tais células como operadores que

detectam saliéncias em imagens coloridas.
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Particularmente, no modelo de Marr [MARR, 1982], a borda é essencial na
formag@o do raw primal sketch, que pressupde sua analise e consequentemente sua
segmentacdo que resultara na entrada para a representagio. Tais representacdes
devem considerar pontos criticos que separam segmentos significantes segundo
paradigmas de particionamento estabelecidos conforme os objetivos da aplicagdo.
Fischler e Bolles [FISCHLER & BOLLES, 1986] classificam tais paradigmas em:
(1) detecg@o local (curvatura), (2)detecgdo global (descrigdes polinomiais ou
splines), (3) pela confirmagio de evidéncias (vocabulario de cédons) ou (4) por
simplificagdo recursiva (multi-escalas); além disso, apresentam experimentos
psicofisicos justificando tal classificacfo.

Mehrotra e Nichani [MEHROTRA & NICHANI, 1990] definem saliéncia
de uma maneira convencional: “saliéncia ou canto é o ponto de interse¢iio ou jungio
entre duas ou mais bordas que tenham descontinuidades ao longo de uma linha reta”.
Percebe-se nessa definicdo que ¢ necessario assumir as bordas como retas, pois isto
permite que se conhega apenas a vizinhanga de um dado ponto para classifica-lo
como saliéncia ou ndo. Eles ainda argumentam que um ponto de saliéncia deve ter
como atributos o dngulo e a orientagio da saliéncia.

Outros autores se preocupam com o0s Critérios necessarios a uma boa
descri¢io. Mokhtarian ¢ Mackworth [MOKHTARIAN & MACKWORTH, 1986]
listam alguns desses critérios: (1) que seja eficientemente computavel; (2) que seja
invariante a rotagdo, mudanga de escala e translagio; (3) que seja representavel em
varios niveis de detalhes; (4) que preserve a localidade e intensidade das alteragGes;
(5) que seja univoca;

lustrando a propriedade de minima descri¢io de uma forma, Attneave
[ATTNEAVE, 1954] propés o cléssico exemplo no qual 38 saliéncias ligadas por
linhas retas descrevem uma Figura tio complexa como a de um gato dormindo (veja
Figura 71). Asada e Brady [ASADA & BRADY, 1986], propuseram um vocabulario
de cinco saliéncias em fungdo do tipo de alteragio da curvatura: cantos, jun¢3o suave,

terminagio, excentricidade e protuberincia como um modelo para o raw primal
sketch de Marr.
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Figura 71 — Desenho de um gato dormindo elaborado utilizando 38
saliéncias [ATTNEAVE, 1954].

Em grande parte dos modelos de percepgdo, a saliéncia € entendida como um
ponto critico ou por uma singularidade na curvatura de uma forma [HOFFMAN &
SINGH, 1997] ou entdo como um maximo local de uma medida de simetria
[OGAWA, 1989]. A curvatura, no entanto, é um parametro local, de modo que um
método de detec¢io de saliéncias utilizando simplesmente a curvatura teria seu
desempenho comprometido para contornos constituidos de segmentos em escalas
diferentes. Alguns trabathos propdem medidas de simetria para a detec¢do de
saliéncias [FREEMAN, 1978], porém tais medidas nfo consideram ainda uma
variag@o nos niveis das escalas entre os segmentos.

E conhecida a dualidade entre eixos de simetria ¢ a curvatura de uma forma
[LEYTON, 1987]. Portanto nfo seria exdtico utilizar o eixo de simetria para localizar
as saliéncias de uma forma [OGAWA, 1989]. A vantagem do eixo de simetria estd na
possibilidade de usar uma abordagem multi-escalas na descrigdo da forma e
consequentemente uma descricdo nfo s6 local, mas também global da forma.
Trabalhos como [OGNIEWICZ, 1994; COSTA & ESTROZI, 1999] tém proposto
solugdes multi-escalas, cuja evolugfio do eixo de simetria conforme uma escala causa
um crescimento fazendo com que as extremidades evoluam conforme uma hierarquia.

Esta hierarquia ¢ dada em fun¢io de pardmetros globais como perimetro ou area.



119

5.1.1 Por que a saliéncia é importante?

Aplicagdes que envolvem atengo visual utilizam intensivamente a detecgio
de saliéncias, ja que tais locais na imagem sio reconhecidamente os que captam mais
a aten¢do do sistema visual humano [ATTNEAVE, 1954; HOFFMAN & SINGH,
1997]. Assim, dado que a saliéncia é o elemento de maior interesse e como o tempo
na persegui¢do de um alvo é um parimetro critico, um ganho consideravel de tempo
€ possivel quando apenas tais pontos de interesses sdo considerados. Esse aspecto
econdémico no tratamento de imagens em movimento é fregiientemente desejavel em
projetos de robdtica, navegag¢io veicular ou trajes computacionais. Grande parte
destas aplicagdes exige a implementagio em hardware dedicado, dando assim
preferéncia a abordagens de visio que possibilitem um projeto compacto.

Muitas vezes, os objetivos de uma aplicagio demandam a analise de uma
forma. Essa analise isola as partes da forma que podem ser usadas como atributos ou
como parte de um vocabulario para descrevé-la. O primeiro caso refere-se a medidas
da forma que podem ser agrupadas ou classificadas com o intuito de caracteriza-la
[BRUNO et al., 1998]. Ja como vocabulario, a forma pode ser transformada em um
grafo ou em uma sentenga gramatical que possibilitaria, por exemplo, a elaboracdo de

modelos funcionais [ASADA & BRADY, 1986; LEYTON, 1988].

5.1.2 Principais técnicas

Técnicas de deteccio de saliéncias sdo abundantes na literatura cientifica
[LL 1996]. O que se percebe nesse conjunto de trabalhos ¢ o COmpromisso entre a
generalidade e desempenho da técnica, seja com relagio ao tempo de execucio, seja
ao numero de acertos. Tais técnicas podem ser divididas em duas classes: as que
utilizam como entrada a imagem em niveis de cinza ou em cores [MEHROTRA &
NICHANI, 1990; DELAGNES et al., 1995; KOHLMANN, 1996; LUO et al., 19997,
¢ as que utilizam o contorno de imagens ja segmentadas. No primeiro caso, a
vantagem € que a independéncia de um algoritmo de segmentagdo permite a
economia de um passo que consome tempo de execugfo. Esta economia interessa
muito para a implementagio de sistemas de visio. Como contrapartida, muitos destes
algoritmos de detec¢io sio bastante sofisticados e computacionalmente complexos.

Neste trabalho sera dada atengio ao segundo caso, no qual a imagem esta

. IFQM.1I]P SERVICO LE BIBLIOTE"A
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presumivelmente ja segmentada e o contorno ja representado. Os ruidos passam
entdo a existir na borda, fazendo com que a imunidade a ruidos seja um requisito
freqiientemente desejado e perseguido na literatura para algoritmos detectores de
saliéncias.

Dentre as técnicas mais comuns na literatura estio aquelas que utilizam a
descrigdo por chain-code [LIU & SRINATH, 1990; ARREBOLA et al., 1997,
ARREBOLA et al., 1999]. Na verdade, tais técnicas se limitam a um calculo
discretizado da curvatura a partir da descri¢do em chain-code. Muitas vezes lancam
mado de filtros discretizados para reduzir o ruido do contorno [ROSENFELD &
JOHNSTON, 1973; RUTKOWSKI & ROSENFELD, 1978]. O maior problema
nesse tipo de algoritmo, na verdade, é a defini¢io de um limiar que resulte em
saliéncias aceitaveis.

Koyama et al. [RKOYAMA et al., 1980] propdem uma técnica que traca a
corda entre um ponto € seus vizinhos. A medida que define a saliéncia é a taxa média
entre o comprimento de arco entre cada combinaggo de dois pontos de um segmento
e o tamanho da corda (ou distancia euclideana) entre eles. O objetivo é obter uma
medida de simetria local como a definida em [ASADA & BRADY, 1986].

Ainda na busca de uma medida local a partir do chain-code, Arrebola et. al.
[ARREBOLA et al., 1997] desenvolveram um método cuja medida ¢ dada pelo
coeficiente de correlagio (p) entre duas variaveis locais da curvatura calculadas a
partir do chain-code. Para decidir se um ponto é uma saliéncia ou ndo, sdo tomados
os pontos a partir de um limiar de p. Os autores destacam as propriedades de
invaridncia a rotagdo, baixo tempo de execugio e a estabilidade como os pontos
fortes desse método. Mais tarde, Arrebola et.al [ARREBOLA et al., 1999] definem
um novo pardmetro para escolha de saliéncias baseado na média circular do
histograma de curvatura, alegando para isso uma reduc@o no tempo de execucio.

Medioni e Yasumoto [MEDIONI & YASUMOTO, 1987] ajustam uma B-
spline cubica e utiliza a diferenca entre a curva e o contorno (em chain-code)
resultando assim em uma medida de proeminéncia. Essa medida ¢ submetida a um
limiar que decide se o ponto é uma saliéncia ou ndo. Vé-se claramente uma tentativa

de definir uma medida que considere as caracteristicas globais do contorno.
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Mokhtarian e Suomela [MOKHTARIAN & SUOMELA, 1998] propdem
um método para detecciio robusta de saliéncias. Eles utilizam o espago-escala de
curvatura em bordas extraidas utilizando o detector de borda de Canny. As saliéncias
sdo perseguidas ao longo da “evolug@o” da escala desde as altas, até as mais baixas.
A robustez ¢ conseguida a um prego muito computacionalmente dispendioso. Além
da extrag@o da borda (80% do tempo de execugio segundo os autores), as curvaturas
devem ser calculadas nas escalas em que os pontos candidatos a saliéncias serdo
perseguidos.

Lee et al. [LEE et al., 1993] abordam o problema da detecco de saliéncias
com escalas definidas por transformadas waveler. Assim como Mokhtarian e
Suomela [MOKHTARIAN & SUOMELA, 1998], o algoritmo busca por pontos de
saliéncia (trés tipos) estaveis ao longo do diagrama de escalas (curvograma). A
vantagem desse método € a independéncia de parmetros, j4 que as escalas sio
separadas em intervalos de oitavas. Os resultados ilustraram casos nos quais
saliéncias em escalas muito pequenas sio desprezadas revelando uma propriedade de
imunidade a ruidos. O desempenho em termos de tempo de execugio ¢é
provavelmente comprometido pela robustez, porém os autores nio expuseram esse
tipo de resultado.

Os algoritmos que utilizam um diagrama espago-escala sio mais robustos,
porém computacionalmente custosos, pois a dimens3o da escala é adicionada a busca
pelas saliéncias. No entanto, essa busca pode ser treinada e o resultado desse
treinamento aplicado a um novo conjunto de contornos de formas. Tsai [TSAL 1997]
utiliza duas redes neurais para treinar dois tipos de saliéncias de escalas diferentes.
Uma delas treina saliéncias de alta curvatura, cujo conjunto de treinamento ¢é
formado por segmentos de curva com configuragdes angulares especificas. As
entradas dessa rede sdo pontos da vizinhanga do elemento do contorno e a saida é seu
respectivo angulo de curvatura. As entradas para a segunda rede sdo similares a
primeira. As saidas s3o os pontos de tangéncia e de inflexdo. A aplicagdo dos pesos

como operadores em um contorno identifica seus pontos de jungdo.
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5.2 Aprendizado de Pontos de Saliéncia por Generalizacdo de Parametros

A curvatura de uma forma é uma propriedade local, ou seja, em cada ponto
do contorno desta forma existe um valor que, para formas planares, corresponde ao
valor inverso do raio do circulo tangente. Assim, uma regifio de contorno suave, ou
seja, com um circulo tangente cujo raio de curvatura é grande reflete uma curvatura
pequena. Ja uma regido cujo circulo tangente tem raio pequeno corresponde a uma
saliéncia em potencial. Conforme esse raio tende a zero, mais saliente é a regio.
Quando o raio é nulo, uma singularidade ocorrera na curvatura, caracterizando no
contorno a ocorréncia de quebras ou cantos vivos. Portanto, a curvatura é uma
caracteristica local do contorno que, a partir de limiares pode ser usada para detectar
saliéncias.

Um contorno digital, por sua vez, ¢ dado por um conjunto de pontos de
intersec¢do em uma grade amostrada em um espaco continuo. A avaliagio da
curvatura demanda o uso de derivadas e estas nio sio definidas em pontos de
descontinuidade. Portanto, o calculo da curvatura em contornos digitais é um
problema mal-condicionado. Porém, a suavizagdo desse contorno permite utilizar as
propriedades da curvatura de um contorno continuo estimada a partir de um contorno
digital [CESAR JR & COSTA, 1995].

Percebe-se portanto que, para detectar saliéncias usando a curvatura de um
contorno s3o necessarios pelo menos dois pardmetros: um limiar e um fator que
indique a suavizagio desse contorno. A aplicagdo de um simples limiar em um
contorno suavizado acarretara no reconhecimento de conjuntos de pontos candidatos
a saliéncia. E necessario selecionar em cada um destes conjuntos aquele mais
adequado, ou seja, o de maxima curvatura.

Detectar saliéncias em um contorno digital é uma tarefa que se torna
subjetiva, ja que depende da selecdo da escala de aproximag@o. Por exemplo, pixels
sdo normalmente aproximados por quadrados. Portanto, um contorno digital
observado de perto é um conjunto sucessivo de saliéncias. A selecdio da escala é, na
verdade uma escolha subjetiva de um especialista que determina as saliéncias que lhe
interessam, ignorando as irrelevantes ao seu proposito.

Se o objetivo de uma aplicagio é imitar o comportamento da selegiio de

saliéncias de um especialista, torna-se necessirio encontrar uma combinagio de
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parametros que aproxime este comportamento. Isto é viivel com a construgio de um
algoritmo que possa ser treinado para escolher estes parametros.

A aplicagdo descrita a seguir serve como uma ilustragiio do processo de
aprendizado de selegio de saliéncias. O objetivo da aplicagio ¢é detectar
automaticamente terminages e ramificagdes em formas de células neurais

ganglionares [CONSULARO et al., 1999].

5.2.1 Aplicacdo: Forma de Neurénios

Um importante desafio comumente encontrado na analise de formas neurais
€ descrever a estrutura de ramificaciio de dentritos em neurdnios. Tais descri¢cdes
podem ser uteis para diversos processos envolvidos com simulagdes da relagio entre
a forma e a fungdo neural [POZNANSKI, 1992; COSTA et al., 1998].

Muitos esquemas 1teis para descrever dendritos sio baseados na
identificagio de duas classes importantes de pontos ao longo dos dendritos: as
terminacdes € as ramificagSes. Por exemplo, os dendrogramas neurais podem ser
obtidos diretamente a partir destes pontos por um processo gramatical (parsing)
[CESAR JR & COSTA, 1997a; POZNANSKI, 1992].

Um algoritmo efetivo para determinar os pontos de terminagio e
ramificagdes pode ser implementado baseado na estimativa da curvatura ao longo do
contorno que delimita a célula neural. Uma vez estimada a curvatura baseada em
técnicas de visdo computacional, as termina¢es e ramificagdes podem ser buscadas
como pontos de maximos ou minimos locais de curvatura (veja Figura 74) [CESAR
JR & COSTA, 1995].

Infelizmente, a estimativa de curvatura envolve o calculo das primeira e
segunda derivadas da representagdio parametrizada e discretizada do contorno, que €
um probema mal-condicionado e depende da suavizagio da curva (no caso do
contorno ser um sinal discreto). Esta necessidade de suavizagio do contorno enfatiza
a importancia da curvatura multi-escalas na segmentagdo e analise de formas. Neste
sentido, o resultado final da analise da forma depende criticamente do grau de
suavizag@o (isto é, da escala) adotada.

O objetivo da aplicagio é encontrar parametros que aplicados a curvatura

possam identificar ramificagdes e extremidades com desempenho proximo de um
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especialista. Para isso, um conjunto de silhuetas de neurdnios foi dividio em dois
grupos: um de treinamento e outro de testes. Para cada silhueta do primeiro foram
calculadas suas respectivas curvaturas e duas medidas globais sobre a curvatura:
coeficiente de variagdo (CV;) e energia de dobramento (Bx). Foi também pedido a um
especialista que marcasse os pontos de ramificagdo e extremidades de cada forma
neural. Uma superficie interpolando o espago de medidas globais de curvatura serviu
como modelo para generalizar os parimetros de segmentacdo (limiares e
suavizagbes). A marcagdo do especialista atuou como referéncia para comparar a
marcagio obtida pela aplicagdo dos pardmetros do modelo. Foi construida entio uma
fungdo objetivo cujo valor maximo é 1. Este valor é atingido quando um méximo de
acertos e um minimo de erros € alcangado. Um algoritmo genético foi utilizado para
buscar as configuragdes de parametros de segmentagdo da curvatura, cuja fungio
objetivo mais se aproximasse de 1. O desempenho foi medido com o conjunto de
testes sendo submetido ao modelo também. Seus erros servem como uma medida da

qualidade do treinamento. (veja Figura 72)

parimetros de Busca pelos
Lo curvatura pare parametros que
Medidas Locais segmentagio resultem no
(curvatura) menor Erro
Silhuetas
de Medidas CVx e Bx
Neurdnios Globais
(treinamento) Pposigées geradas
pelo modelo
ESPECIALISTA pelo especialista
Erro
Medidas Pposigdes geradas
Silhuetas Globais pelo modsle
de
Neuronios
(teste) E
ESPECIALISTA Posiges geradas i
pelo especialista

Figura 72 — Esquema ilustrando a aplicacio de calibragio de pardmetros
de segmentag3o utilizando a curvatura de formas neurais.

A seguir serdo detalhadas as etapas desse processo de treinamento e

calibragfo dos parametros de segmentagio.
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1) Quais sdo os critérios para segmentagdio de contornos em imagens de
células neurais?

2) A curvatura é uma abordagem eficiente para a segmentacio de contornos
com respeito a percepgdo humana?

3) Quais estratégias deveriam ser adotadas para buscar o melhor conjunto de
parametros de curvatura com o intuito de obter resultados otimizados
para a segmentacdo de contornos?

Para responder a primeira questio, um sujeito humano foi submetido a um
experimento o qual foi inquirido a marcar pontos de ramificagdes e terminagdes em
um conjunto de 39 neurdnios (veja Figura 73). Estes pontos foram armazenados em
uma tabela contendo as coordenadas de cada ponto e sua respectiva identificacdo. As
coordenadas variaram dentro de uma imagem de 256 por 256 pixels.

O objetivo deste experimento ¢ comparar uma segmentagio obtida por um
humano com a segmentagfo automatica baseada nos pardmetros da forma descritos e
justificados adiante. A estratégia adotada para selecionar os melhores parametros,
conforme descrito na se¢do 3.3.6, foi o algoritmo genético (GA). Sua escolha foi
orientada pelas caracteristicas do problema:

1) o algoritmo genético nfio requer conhecimento anterior sobre o espago de

busca;

2) as descontinuidades no espago de busca influem pouco no processo de
busca;

3) permite uma certa robustez quanto ao problema de extremos locais;

4) apresenta, em geral, bom desempenho em grandes espagos de busca.

E importante, no entanto, ressaltar os possiveis problemas para o uso do
algoritmo genético:

1) néo € garantido que encontre um 6timo global;

2) o célculo da funcdo objetivo pode ser computacionalmente intensiva;

3) depende fortemente da configuragiio de pardmetros envolvidos.
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Figura 73 — Exemplo de forma neural ganglionar (a) e de marcagido de
ramificagdes (o) e extremidades (x)

Medidas Locais

Esta abordagem para analise de forma neural ¢ baseada na representacio da
célula neural em termos de seu contorno. Tal representa¢do € obtida por uma curva

paramétrica (59), para a qual # corresponde & parametrizagio do tamanho de arco.

C(t) = {x(0), y(} (59)
Uma representagdo complexa do contorno pode ser obtida definindo um

sinal complexo u(z) conforme (60).

u(t) = x(t) +iy(t) (60)
As propriedades da transformada de Fourier permitem uma estimativa da
descri¢do da curvatura multi-escalas (curvograma) de C, possibilitada pela aplicagio
de (61).

Imfi(r,a) i’ (t, @)}
i) (61)

k(t,a)=—

Para (61),u(r) € ii(r) correspondem aos sinais diferenciados e filtrados na
escala a, conforme descrito detalhadamente em [CESAR JR & COSTA, 1997b].

Uma configuragio de pontos de ramificagdes e terminagdes dos dendritos é
obtida pela selecio de trés parametros: (1) suavizacdo da curvatura na escala a; (2)
um limiar para valores positivos de curvatura 77 (3) um limiar para valores
negativos de curvatura 7. Assume-se que o parametro T cresce no sentido anti-

horério. A Figura 74 mostra os efeitos da aplicagiio de cada um dos parametros no

contomo da silhueta.
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Figura 74 — Parimetros utilizados para calibrar a curvatura: 7" para
terminagdes ou extremidades e 7™ para ramificagdes. (a) ilustra uma
escala a =28 e (b) em uma escala g = 3.

Para as formas de neurdnios, a segmentacio de dendritos depende da escala
do curvograma e dos limiares da curvatura para determinar as terminacbes e as
ramificagdes. Além disso, é comum que por¢des negativas de curvatura apresentem
magnitudes significativamente diferentes, justificando também a equalizagdo da
curvatura por uma sigmdide (63).

O objetivo deste trabatho ¢ calibrar os parmetros de curvatura usando os
critérios de percepgdio humana para extremidades e ramificagdes. Para isso, foi
desenvolvido um algoritmo para extrair a representagdo complexa u(r) de uma
silhueta. As imagens de neurdnios, para efeito de normalizagdo, foram padronizadas
em 256 x 256 pixels. A curvatura foi estimada pela aplicagdo de (61). A abordagem
multi-escalas ¢ implementada por convolugdes gaussianas com o contorno, cujo

desvio padrio o representa o parametro a.
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Na Figura 74 as suavizagdes sio ilustradas nas escalas a = 28 (A ea=3
(b). Em escalas maiores percebe-se uma maior suavizagio do contorno e
consequentemente, da curvatura.

O grau de suavizagdio deve ser distinto para terminagdes e ramificagdes,
porque estas estruturas podem ocorrer em diferentes escalas espaciais. Por exemplo,
normalmente para um contorno as terminagdes apresentam valores absolutos de
curvatura altos, enquanto os pontos de ramificacio valores absolutos baixos. Foram
adotadas duas escalas: uma para terminagdes (a*) e outra para ramificagdes (a").

O proximo passo na detec¢io dos pontos de segmentacdio € o limiar da
curvatura ¢ a busca por pontos de maximo local para terminagdes e de minimos
locais para ramificagdes. Cada um com um limiar correspondente a extremidades (T
") e a ramificacdes (T ).

Um outro parametro ¢ aplicado sobre a curvatura para equalizé-la, isto ¢,
atenuar os valores altos de curvatura. Isto € conseguido pela aplicagio de uma fungdo

sigmdide sobre a curvatura estimada.

2
S(k) =m—1 (63)

Os efeitos da aplica¢io da fungio sigméide na curvatura sio visualizados na
Figura 75. Observa-se que a curvatura ¢ re-escaladal, reduzindo as grandes diferengas
entre os extremos de curvatura. Como pode ser visto na Figura 755, as extremidades
residem em uma escala maior que as ramifica¢des. A aplicag@o da sigméide serve
também para deixar as escalas de extremidades e ramificaces 1guais. Na Figura 75¢

esta a fungio sigmdide aplicada na curvatura e o resultado é mostrado na Figura 75d.
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Figura 75 - Efeito da aplicagdo da fungdo sigméide na curvatura. (a)
contorno segmentado; (b) curvatura sem aplicagio da sigmoide; (c) a
fun¢do sigméide com k=0.5; (d) curvatura com aplicagdo da sigméide.

Medidas Globais

Ha vérios tipos de parimetros globais para caracterizar a forma. As
recomendagdes para selegdo de descritores globais [CASTLEMAN, 1996] implicam
quatro propriedades desejaveis:

1) fracamente correlacionados para reduzir a redundancia;

2) alta variancia, maximizando a abrangéncia de formas nas classes;

3) similaridade equidistante entre os descritores;

4) redug@o de dimensdo buscando combinagdo de descritores, se possivel.

Trés medidas globais foram consideradas: a energia de dobramento (B), a

dimensio fracionaria (df) e o coeficiente de variagdo da curvatura (CV}).

energia de dobramento (B)

A energia de dobramento de um contorno foi introduzida em [YOUNG et
al., 1974] e aplicada para descrever formas bioldgicas. Esta medida é definida como a
integragdo do quadrado da curvatura x (64) e'tem sido adotada como uma medida de
complexidade de forma [CASTLEMAN, 1996] e mais especificamente
caracterizando formas de células neurais [CESAR JR & COSTA, 1997b]. Pode-se
fazer uma associago fisica entre um contorno e um fio de arame ideal, por exemplo.

Assim, B seria a energia que deve ser dispendida para dobrar uma forma circular (a
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forma com menor energia) e o obter a forma em questdo. Como nesse trabalho, as
formas sdo apresentadas em diversas escalas a, em cada uma delas o contorno tera

uma energia de dobramento diferente, isto é, B,.

B > r,lr) (64)

B, =

|
O perimetro do contorno P, ¢, na verdade, o perimetro da aproximagéo
poligonal da forma em questio (65) representada por parametrizagdes X, e ¥, do

contorno na escala a.

P = i\/(Xa [(nmodN) +1] - X, [n])* +(¥,[(nmod N) +1]-Y,[n])* (65)

n=}

coeficiente de variacdo

O coeficiente de variagdo da curvatura ¢ uma medida relativa de dispersio e
teve sucesso quando combinado com a energia de dobramento B. Esta combinagio
apresentou uma taxa de correlagdo mais baixa que as combinagdes nas quais

participavam a dimens#o fracionaria.

CV(r,) = (66)

v |
Um alto desvio padrdo de curvatura indica uma forma mais complexa. A
curvatura média reflete a existéncia de mais convexidade (média positiva) ou mais
concavidade (média negativa). Podemos concluir que o coeficiente de variagio
implica em um compromisso entre a existéncia de muitos detalhes e a convexidade

da forma.

dimensio fracionaria

A dimensdo fracionaria, conforme apresentada na secio 6.1.3.3, é uma
medida simples de complexidade e sua quantidade é influenciada pela cobertura
espacial de uma forma. Alguns autores aplicaram-na para classificar imagens de

células neuronais [CASERTA et al., 1995].
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5.2.2 Aprendizado

Contornos desempenham um papel importante na visdo por computador e
humana. A vis3o humana realiza tarefas como segmentagdo de imagens e extracdo de
contornos de modo bastante eficaz. Contudo, tais tarefas sdo dificeis para visdo
computacional e processamento de imagens. Varias e diferentes abordagens vém
sendo desenvolvidas pela comunidade de; visdo por computador com resultados
promissores, principalmente quando as; condigdes de aquisicgdo podem ser
controladas. Uma vez segmentada a imagem, cada regido pode ser representada pelo
seu contorno externo. Muitos problemas importantes de visdo podem ser resolvidos
pela caracterizagdo do contorno destas regides limites. Neste trabalho, acreditamos
que o problema de segmentac@o de imagens possa ser resolvido, € que o contorno de
interesse pode ser extraido efetivamente. Mais especificamente, este trabalho trata da
analise de contornos de neurdnios para aplicagdes em neurociéncia. Para isso, uma
abordagem sinergética para resolver o problema de segmentac@o, isto ¢, a deteccio de
terminagdes € ramificagdes em células neurais é descrita. A segmentacdio de
contornos depende de um conjunto de parametros cujos valores variam entre células
neurais com formas significativamente diferentes. Este trabalho apresenta uma nova
abordagem para ajuste dos pardmetros de limiarizagdo, suavizagio e equalizagéo.
Neste passo, os pardmetros sdo calibrados para um conjunto de treinamento de
contornos por um algoritmo genético baseado na segmentagdo definida por um
especialista humano. Assim, um conjunto de parametros otimizados ¢ obtido para
cada contorno neural do conjunto de treinamento. Entdo, na segunda fase, duas
medidas globais da forma sdio calculadas para cada neurdnio do conjunto de
treinamento. Sejam g; e g os dois parmetros globais e seja p; 0 i-ésimo pardmetro
para um dado contorno neural. A fase de treinamento fornece um mapeamento
pi=flg1, g2) para todos os neurdnios do conjunto de treinamento. Querendo entdo
segmentar uma nova entrada de contorno nﬁLural, deve-se calcular as medidas globais

desta nova entrada e cada parimetro sera obtido interpolando os valores de f; para

cada parametro i.
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Generalizacdo

O objetivo da generalizagio 'é obter os pardmetros de segmentacio da
curvatura a partir de parametros globais. Isto é possivel com a aplicagio de uma
interpolagdo de superficies. O método de interpolag@o aplicado [SANDWELL, 1987]
€ baseado na “thin-plate spline” introduzida por Powell [POWELL, 1994]. Cada um
dos cinco melhores parimetros de segmentagcdo obtidos no treinamento, neste caso
com 20 contornos, foi plotado versus os pardmetros globais e cinco superficies foram
interpoladas, uma para cada parametro de curvatura: escala e limiar para terminagdes,
escala e limiar para ramificagdes e sigmoide. (veja Figura 76).
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Figura 76 - Generalizagio dos pardmetros de curvatura por interpolages
abrangendo os parimetros globais (energia de dobramento — B versus
coeficiente de variagio — CV) e os pardmetros de segmentacdo: (a) escala
para terminagGes (a'); (b) escala para ramificagdes (a”); (c) limiar para
terminagdes (77); (d) limiar para ramificagdes (77); (e) sigméide (S).
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Treinamento

Algoritmos genéticos (GAs) sdo métodos de otimizagdio inspirados nos
mecanismos de sele¢@o natural [GOLDBER}G, 1989]. Eles foram propostos por John
Holland e colaboradores [HOLLAND, 1962] e desde ent3o tem sido aceito devido a
sua robustez e aplicabilidade em diversos problemas. Embora muitas variantes tém
sido propostas, apenas algumas abordagens tém sido matematicamente provada
[MITCHELL, 1996]. ‘

Uma implementagdo simples foi desenvolvida para este trabalho para o qual
cada gene foi definido como um numero de ponto flutuante e associado a um
parametro especifico. Portanto, cinco geneE foram agrupados em um cromossomo
(ou individuo). Uma populagdo de cromossomos foi criada e inicializada
aleatoriamente com cada gene sendo codificado como um valor real entre 0 ¢ 100.
Embora alguns algoritmos genéticos considerem algumas tendéncias para a
inicializagfo, devido ao desconhecimento ‘do espaco de busca, este trabalho nio
utilizou este tipo de artificio. Cada cromossomo corresponde a uma configuragdo de
parmetros que permite avaliar uma fungfo-objetivo que maximiza acertos e
minimiza os erros. Deste modo, a fung:ﬁo—c;bjetivo para um cromossomo ¢ em (67)
foi adotada, tendo como méximo o valor um. Este valor ¢é alcancado quando todos os
pontos marcados pelo sujeito humano corrdsponderem aos da aplicagdo do conjunto
de parametros e nenhum ponto dessa aplicagdio ocorrer fora do conjunto de pontos
marcados pelo sujeito humano. O calculo da fungdo-objetivo ¢é realizado para cada
cromossomo da popula¢io que em seguida ‘é ordenada para passar por um processo
de selecdo. O préximo passo é evoluir umja nova populagdo P(t+1) a partir da P(¢)
corrente. Esta evolugdo é feita aplicando-se trés tipos de operadores: mutagfo, que
nessa implementagio consiste da adi¢do de um ruido gaussiano em um gene
aleatoriamente selecionado; crossover, trocando os genes entre a partir de um dado
gene aleatoriamente selecionado; e selegdo, determinando a politica de permanéncia
ou descarte de individuos para a préxima geragﬁo t+1 com o intuito de garantir a
diversidade. Novas gera¢des sio continuanjlente submetidas a evolugdes até que a

solugdo 6tima ou pelo menos uma razoavel seja alcancada.

acertos — erros
fobjetivo (C) =

: — 67
numero de pontos marcados pelo sujeito humano (67)
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Para esta aplicagdo, cada gene corresponde aos pardmetros de operadores
aplicados a segmentacdo de contorno de imagens de neurdnios, ou seja, as duas
escalas, uma para terminacoes (@) e outra para as ramifica¢des (a); os dois limiares
T e T'; e ainda o indice da funcdo sigméide S. Individuos sdo inicializados pela
atribui¢do aleatéria de valores entre 0.¢ 100. O nimero de individuos, isto é, a
populaggo utilizada foi de 40 (quarenta) individuos. A taxa de mutagdo, isto é, a
probabilidade de selecionar um gene que mutara foi 0,1. A taxa de crossover é a
probabilidade de ocorrer crossover em um ponto de quebra especifico. O valor
adotado foi 0,8 considerando todos 0s, genes da populagdo. Quanto a politica de
permanéncia para a selegio, o elitismo foi adotado para manter 0 cromossomo com
melhor fungZo-objetivo na populagio, garantindo deste modo que a melhor fungdo-

objetivo nunca decresca ao longo de geragdes.

Resultados

Dezenove neurénios distintos foram usados para testes. Seus parametros
globais foram avaliados e as medidas obtidas foram usadas para indexar cada
superficie interpolada. Assim, cinco parémetros de curvatura foram estimados e
aplicados para extrair as terminagdes e as ramificagdes.

Esta fungao-objetivo foi calculada para ambos: terminagdes e ramifica¢des
(67), apenas para terminagdes (b) e apenas para ramificagdes (c). A fungio-objetivo
viabilizou um modo de avaliar o desempénho das aplica¢des dos parametros.

Apesar do numero de neur6nios treinados e testados ndo ser grande o
suficiente para descrever uma classe ampla de imagens, o método poderia ser
aperfeicoado nio apenas para neurénios, éomo também um grande nimero de formas
bioldgicas.

A eficiéncia sobre a segmentagdo de contorno mostrada pela abordagem
descrita poderia ser conseguida aplicand6 outras técnicas de aprendizado, contudo a
combinagio de pardmetros globais e locais resulta em uma rapida segmentacio de
contorno. Além disso, a descoberta de conhecimento traduz as caracteristicas
inerentemente nio lineares da percepgéo para a maquina, permitindo construir
sistemas para classificagdo e descric;éés sintdticas orientados por critérios de

percepeao.
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Figura 77 - Resultados conseguidos para os neurénios treinados (em preto) e
neurénios de teste (em cinza). As escalas vio até 1, ou seja, 0 maior numero de
acertos ¢ o menor niimero de erros. Os graficos de barras em (a) s3o para ambos:
terminagdes e ramificages; () apenas para terminagdes; e (c) apenas para
ramificagdes.

Seria um desenvolvimento natural considerar um fluxo continuo para
imagens, pardmetros globais e parimetros de treinamento adicionando seletores de
escala para contornos mais detalhados e mais simples. Este fluxo descobriria
conhecimentos continuamente sobre novas imagens e seus parametros inseridos.

Um pré-processamento de seletores de descritores poderia ser implementado
permitindo uma selegdo automética de atributos. Atualmente, isto pode ser
‘
conseguido pelo coeficiente de correlagdo entre os parametros globais, mas os

agrupamentos (clustering) podem ser uma 0pgao viavel.

Apesar das limitagdes expostas, o método apresentado mostra potencial para

bom desempenho em segmentacio de contornos.

5.3 Perseguiciio de pontos significativos

No trabalho anterior foi explorada a curvatura de um contorno para extrair
suas saliéncias. Para que o método conseguisse uma certa robustez, pelo menos para
um grupo de formas com propriedades similares, foi necessario generalizar e treinar
operadores de limiarizagio e suavizagiio por medidas globais. Percebe-se que dois
parametros de suavizagio, seriam titeis para formas ramificadas ou que tivessem
grande parte das saliéncias de um mesmo jtipo ém uma mesma escala. Formas que
apresentassem muitas escalas diferentes gerariam um problema de segmentacio o

qual simples limiarizacdes nio resolveriam.
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Um método robusto deve permitir selecionar escalas de detalhes em uma
forma com parémetros simples de serem ajustados.

Um método de esqueletonizagdo multi-escalas foi desenvolvio em [COSTA
& ESTROZI, 1999]. Este método permite a selegio das escalas de detalhe do
esqueleto interno e externo de modo bas‘ ante elegante e robusto com relago ao nivel
de detalhe. Assim, explorando as propriedades do esqueleto resultante do método
propGe-se um método para extrair as sal"éncias de um contorno.

Os esqueletos obtidos em [COSTA & ESTROZI, 1999] possuem duas
outras propriedades importantes para détectar saliéncias: (1) largura de um pixel; e
(2) topologicamente conectado. Estas propriedades permitem identificar
morfologicamente os pontos de terminag;bes ¢ de ramificagdes de um esqueleto; e que
em qualquer escala o esqueleto néo se quebrara mantendo a topologia da forma.

A extragdo de esqueletos multi-escalas a partir da métrica euclideana exata
proposta por Costa [COSTA & ESTRdZI, 1999] € computacionalmente intensiva,
embora métodos rapidos possam ser considerados para a propagacido dos rotulos
[CUISENAIRE & MACQ, 1999]. Ass‘im, foi proposto um modo de delimitar a
regido de esqueletonizagio para contornar este problema.

O método de esqueletonizagﬁo‘é apresentado com mais detalhes na secio
42.2. Um conjunto de formas com caracteristicas que dificultam os métodos
tradicionais para deteccdo de saliéncias & testado e seus resultados ilustrados. Uma
analise do desempenho computacional é élpresentada ¢ discutida logo ap0s.

A representagio do esqueleto el‘n multi-escalas é de enorme importancia, ja
que desvenda a estrutura de formagio d‘e uma dada forma. Estruturas salientes, por
exemplo, ocorrem nas escalas mais baiX@s. No entanto, trés problemas inviabilizam
uma detecgdo de saliéncias utilizando o c?squeleto multi-escalas: (1) quando tratamos
de formas amostradas, a escala mais bqixa indica a geometria da grade em que a
forma esta amostrada; (2) existe uma hiqrarquia na escala das ramificagdes que deve
ser reconhecida ou analisada; (3) o alto custo computacional para calcular o esqueleto
multi-escalas. O problema em (1) pode ser resolvido pela hierarquia reconhecida em
(2), ou seja, esqueletos que surgem devido a amostragem sfo hierarquicamente
inferiores. Ainda assim, resta o problema em (3) a ser resolvido. Para resolvé-lo,

apenas uma faixa do dominio distante de um raio » da borda sera propagada. Isso
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permite uma redug@o drastica no tempo de execugdo da extragio do esqueleto multi-
escalas, primeiro porque as distdncias euclideanas menores existem em menor
numero de posi¢cdes do que nas maiores. ﬁegundo, porque a propria reducdo no

numero de elementos de interesse no dominiF eliminaré a necessidade de propagagio
até esses elementos. |

O reconhecimento da hierarquia pode ser implementado através de uma
descida a partir das escalas mais aitas até as mais baixas, levantando uma espécie de
dendrograma do esqueleto. Contudo, para se detectar as saliéncias, é necessaria
apenas uma persegui¢do que despreze ramos de hierarquia mais baixa, preserve o

caminho das hierarquias mais altas e aindd bifurque quando encontrar dois ramos

com hierarquias iguais. Esse algoritmo ¢ descrito com maiores detalhes na préxima

sec¢io. !

A imagem que ¢é tomada como p#nto de partida para a perseguicio das

saliéncias € obtida através do processo descHto a seguir.

3.3.1 Perseguicdo a saliéncia

O método descrito para propagagdo permite que os esqueletos sejam
calculados apenas em uma faixa do dominio, ou seja, em uma regizo distante de um
dado raio r da borda da forma. Assim, o tempo de execugio depende diretamente do
nimero de elementos da borda (N), do raio 7, e da complexidade da forma também.

O processo se inicia na construgdo da estrutura de dados SD, limitada
apenas as posi¢des cujas distancias sdo menores que . Um passeio de SD sobre a
borda da forma define uma regido 4, que compreende os pontos no dominio cuja
distancia a borda B é menor que 7.

A seguir, € construida uma matriz de rétulos M;, cujos valores fora de 4 sio
rotulados com o, € os interiores a 4 sdo preenchidos conforme o Algoritmo 8, porém
restritos a d < r. A matriz obtida ¢ ilustrada na Figura 4(a). Ainda utilizando SD, cada
posi¢do estritamente interior a A4, isto é a regi‘ﬁo A*=A4 ~B4, (B4 €aborda daregiio
A) € preenchida com a maxima diferenca entre cada um de seus vizinhos € o préprio

rotulo, conforme descrito na secdio anterior. O resultado é o esqueleto contido na

regido 4. (Figura 78b).
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(2)

(b)

Figura 78 - Resultado da propagacio de rétulos com a restricdo 4 < r (a); Visdo
tridimensional do resultado da aplicagio do algoritmo de diferengas (b).

A partir do esqueleto multi-escalas calculado, seleciona-se os elementos de
um conjunto ¥ = {v;} candidatos a inic¢iar persegui¢des as saliéncias. Para isso, o
esqueleto multi-escalas é limiarizado, tomando os pontos acima de A <7, resultando
na matriz Mc. Uma representagsio do resultado dessa limiarizagdo ¢ ilustrada na
imagem da Figura79. As extremidades dessa imagem binaria sdo detectadas
morfologicamente (apenas um vizinho em uma 8-vizinhanga) e cada extremidade

detectada ¢ adicionada em V.

Figura 79 - Resultado da limiarizacdo do esqueleto
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A lista de pontos ¥ é o ponto de partida para a busca das saliéncias. Alguns
elementos de ¥ podem ja ser uma saliéncia. Portanto, se d(v, B) < 2, entdo esse
elemento v, € V é removido de V e inserido em uma lista de saliéncias S = {si},
passando a ser uma saliéncia e deixando de ser um candidato a perseguigéo.

A perseguicdo se inicia tomando cada elemento v; e verificando sua
vizinhan¢a. Se um ou mais vizinhos existirem com o mesmo valor (mesma altura),
entdo cada um desses vizinhos serdo empilhados e seus vizinhos também verificados.
Se novamente vizinhos com o mesmo valor forem encontrados, o mesmo
procedimento acontece, isto é, sdo empilhados e recursivamente processados. No
entanto, se houver apenas valores menores na vizinhanga, entdo realmente vamos
descer. Mas ndo tdo rapido. Uma lista de novos pontos N contera este ponto maior
entre os menores. Essa lista N serd concatenada & V, depois que os pontos vk ja
verificados tiverem sido removidos de V. Uma saliéncia ¢ detectada quando ndo
houver vizinhos, nem com valores menores, nem com valores iguais. Novamente, sua
distancia é verificada, e se d(vi, B) <2, entlio v; passa a ser indicado como um ponto
de saliéncia e inserida na lista S = {s;}. Ao final, S contém todas as saliéncias
detectadas. Esta estratégia pode ser entendida como uma descida evitando
descontinuidades. A Figura 80 ilustra a descida no esqueleto multi-escalas em um

detalhe da Figura 78b.

Figura 80 - O caminho vermelho ilustra o processo de perseguicio a
extremidade
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5.3.2 Resultados e desempenho

Para executar uma detec¢do de saliéncias em um contorno, € necessaria a
entrada de dois pardmetros (explicados acima). O pardmetro r, o raio de
esqueletonizagdo, permite reduzir ou aumentar o desempenho da detecg¢do pois
definird o tamanho da estrutura SD e consequentemente da dilatagio exata. O
pardmetro A, o limiar para inicio da perseguigdo, controla a escala na qual se deseja
detectar saliéncias. Um limiar A menor acarretara a detecgio de saliéncias em escalas
mais detalhadas. J& um A maior privilegia as saliéncias em escalas maiores
desprezando as de menor escala. A Figura 81 ilustra os pontos candidatos para quatro

limiares (18, 12, 8 ¢ 4). A Figura 82 mostra as saliéncias detectadas em cada escala

selecionada.
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Figura 81 - Imagem do esqueleto multi-escalas limiarizada em diferentes
escalas.
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Figura 82 - Saliéncias detectadas para algumas escalas.

Pode-se observar que a escala . = 4 detecta saliéncias que s3o formadas pela
amostragem do contorno sobre uma grade discreta.  Isto acontece mais
freqlientemente em partes que amostram retas que no estio dispostas paralelamente
a algum dos eixos ou em partes circulares. Em menor grau isso acontece na
Figura 82c, ja que a escala é um pouco maior (A = 8). A escala A = 12 identifica os

pontos de segmentacdo (saliéncias) de forma bastante satisfatoria. No entanto, na



141

Figura 82a, uma saliéncia importante (um canto de 90 graus) niio foi detectada. Pode-
se observar na Figura 81a que nessa escala, o eixo de simetria ndo existe para aquela
saliéncia. Portanto, uma escolha adequada da escala é necessaria para que se tenha
um conjunto de saliéncias que possa segmentar o contorno, i.e., A influi muito no
resultado da segmentac3o.

O raio de esqueletonizagdo, r, deve ser escolhido de modo que contenha os
pontos candidatos & persegui¢io. E claro que um r muito pequeno proibiria a
existéncia dos pontos que se iniciassem em escalas maiores e fora do raio. Uma
possivel solugdo seria reduzir o valor de A, no entanto, para formas que contenham
saliéncias significantes em escalas muito pequenas e outras em escalas muito
grandes, pode ter que se limitar as maiores, e entfio precisar de um r ainda maior.

O parametro r esta diretamente reiacionado com a distancia maxima a qual
se executara a esqueletonizacio (ou dilatagiio exata), que por sua vez é a etapa mais
lenta do processo. Desse modo, » é uma escolha que influi diretamente no tempo de
execugdo da detecgdo de saliéncias. Para ilustrar esta influéncia, a Figura 83 mostra
um gréfico do tempo de execugio (em milisegundos) pelo parametro r adotado em
uma execug¢io de detecgo de saliéncias sobre o contorno da imagem da Figura 58a.
Percebe-se claramente um crescimento acentuado do tempo de execugio em fun¢do
do crescimento de r. E interessante, portanto, escolher um » minimo que consiga
conter na regido de esqueletonizagio todos; os pontos candidatos. Esse compromisso
¢ uma escolha do usuario. Esse grafico mostra também as diferentes fases do
processo de extragdo de saliéncias. A parte vazada (branca) identifica o processo de
esqueletonizagdo. No topo a parte sélida (preta) corresponde a perseguicio da
saliéncia propriamente dita. Percebe-se, portanto uma extrema dependéncia da
métrica adotada para a construg3o da estrutura do esqueleto. Métricas alternativas

(veja 4.2) podem ser aplicadas para tentar reduzir este tempo.
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Figura 83 - Desempenho do método proposto conforme varia o raio.

Esse crescimento acentudado conforme o crescimento de » Justifica-se pelo
numero de elementos na estrutura SDJ dada pelo mimero de posi¢des para cada
distancia euclideana (veja Figura 63) é que deve ser percorrida para propagar os
rétulos.

Uma outra caracteristica interessante da abordagem proposta € a linearidade
do tempo de execugdo conforme aumenta o niimero de elementos no contorno. No
grafico da Figura 84, percebe-se esse comportamento na etapa mais lenta do
processo, isto &, a esqueletonizagio. Uma vez alocada, a estrutura de distincia é
utilizada pelo processo de (1) esqueletonizacio (representada pelos quadrados
vazados). Em seguida ocorre a (2) perseguicio as saliéncias (quadrados cheios). A
Figura 58a foi escalada para diferentes ntimeros de elementos de contorno, € entdio o
tempo de execugdo para a detecgio de saliéncias foi tomado em cada imagem
escalada. E facil visualizar que a etapa de perseguigdo as saliéncias (2) é bastante
rapida. O tempo de construgio da estrutura SD pode ser reduzido pelo
armazenamento dessa estrutura em disco, ou entdo a calculando antes da detec¢do

das saliéncias, se a aplicagdo consistir, por exemplo, de um grupo de imagens.
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Figura 84 - Desempenho com relagio ao niimero de elementos no contorno.

O método proposto mostra-se razoavelmente robusto na sua aplicacdo a
imagens com variagdes de escala. Em um primeiro exemplo, ilustrado na Figura 85,
losangos com angulos internos opostos variando, ou seja, dois angulos decrescendo e
os outros dois crescendo, sio submetidos ao algoritmo de detecg@o de saliéncias, com
parametros » = 8 ¢ A = 4 mantidos constantes. Percebe-se que as saliéncias foram

detectadas em um amplo intervalo de variacdo dos angulos.

Figura 85 - Losangos com angulos internos variando e suas respectivas
detecgdes de saliéncia.
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Como o método permite selecionar a escala de detalhes, ¢ facil utilizar esta
proposta como um meio de desconsiderar ruidos na borda de uma forma. A Figura 86
ilustra esta propriedade, na qual um retangulo bastante ruidoso é submetido ao
meétodo proposto. Percebe-se que existe uma escala que identifica as quatro saliéncias
do retangulo. E claro que a localidade ndo est4 preservada, porém a borda também foi
deslocada pelo ruido.

O esqueleto multi-escalas apresenta a propriedade de invariancia 2 rotagio.
Esta propriedade ¢ 1itil também na detecgiio de saliéncias, conforme ilustrado pelo
exemplo da Figura 87. Embora a rota¢io nio preserve o perimetro do contorno,
percebe-se que nas escalas mais importantes a localidade das saliéncias € preservada
na rota¢do mesmo em uma figura ruidosa. Nas escalas menores, 1sso ndo é garantido,
pois as estruturas menores sofrem muita influéneia da variagdo da distancia na

rotagdo do contorno sobre uma grade de amostragem.
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Figura 87 - Submetendo o algoritmo a imagem rotacionada.

Imagens com ramificagbes sio particularmente beneficiadas por este
meétodo, ja que possuem uma diversidade menor de escalas das saliéncias. O exemplo
da Figura 88 ilustra bem essa propriedade do método proposto que identifica muito

bem as saliéncias em uma forma bastante ramificada.
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r=10 A =8

Figura 88 - Exemplo de extremidades na escala detectada.
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Figura 89 - Aplicacio do método proposto para identificar estruturas
salientes em uma forma.
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Uma outra aplicagdo do método ¢ a selecdo de estruturas especificas em um

contorno. No exemplo da Figura 89, a variago das escalas permite selecionar partes

da uma face tais como olho, nariz, boca, queixo e pescogo. No caso, o nariz, queixo e

pescoco sdo as estruturas mais salientes. Na proxima escala inferior o olho &

identificado e entfio, na escala mais baixa, a boca.

5.3.3 Conclusoes

Foi desenvolvido um método para detectar saliéncias em contornos planares

2D extraidos, por exemplo, de imagens binarizadas. O método baseia-se na

esqueletonizagio multi-escalas proposta por [COSTA & ESTROZI, 1999] e

apresenta um potencial bastante amplo de aplicagdes, conforme ilustrado ao longo

desse trabalho. Dois pardmetros, um que controla o nivel de detalhe e o outro que
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limita o raio em que a esqueletonizagio multi-escalas & realizada influem,
respectivamente, na significincia das saliéncias e no tempo de execugdo. Os
resultados mostraram as boas propriedades do método como detector de saliéncias,
tais como: sensibilidade controlavel ao ruido, invaridncia a rotagdo, seletividade a
estruturas e robustez em imagens com varias escalas.

Os tempos de execugdo foram, apresentados e confirmou-se que O processo
de esqueletonizagdo multi-escalas pode|comprometer o desempenho da detecgdo das
saliéncias. Porém, isto pode ser melhoirado por um armazenamento da estrutura de
distancias euclideanas SD. |

O método apresentado leva eﬁn consideragdo uma descricio estrutural da
forma: o esqueleto multi-escalas. Isso permite herdar boa parte das propriedades
dessa descri¢@o tais como: ajuste do nivel de detalhes (parametro 1), invariancia a
rotacdo, tolerdncia & coexisténcia de diferentes escalas em uma mesma forma. As
abordagens revistas utilizam como caracteristica para extrair saliéncias,
parametrizagdes do contorno tais como tamanho de arco, curvatura
[CHETVERIKOV & SZABO, 1999], histogramas de comprimentos cordais
[MEHROTRA & NICHANI, 1990}, histogramas de chain-code [ARREBOLA et al.,
1997], entre outros. Muitas destas abordagens exigem parametros para controlar
compromissos entre a localidade da saliéncia e a presenca de ruidos. Algumas
abordagens procuram calibrar pardmetros de filtragem de ruidos e limiares para que
maximizem os acertos. Abordagens que consideram mascaras para comparar com
gabaritos de cantos [LIN et al., 1998] ndo podem garantir robustez, a menos que se
defina um conjunto restrito de tipos de saliéncias. Funcionam bem, contudo para um
conjunto restrito de problemas. O método proposto mostra-se capaz de tratar uma

grande diversidade de contornos, ampliapdo seu espectro de aplicagdes.
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6 ANALISE PICTORICA

Modelos estéticos sio procurados por pesquisadores de diversas areas e com
um amplo leque de aplicagdes. Trabalhos com abordagens subjetivas nesse sentido
tém sido propostos [ORLAND et al., 1998] ou vém sendo pesquisados [RIGLIS,
1998], contudo a complexidade computacional do problema dificulta a realizacsio de
propostas mais ambiciosas para resolver o problema, embora elas existam.

O meio no qual o repertério de informagdes trafega ou se apresenta é
fundamental na viabilidade de uma proposta. Variam desde a estética do texto
(poesia, por exemplo)[BENSE, 1975] até a agradabilidade de objetos sintetizados em
um meio eletrénico como a beleza de ambientes virtuais [REDDY, 1996; REDDY,
1997]. A arquitetura tem explorado bastante a avaliagio automatica de beleza em
paisagens ou em edificagdes [ORLAND et al., 1998; SYNEK, 2000]. A beleza
estética humana também tem sido objeto de pesquisa almejando o entendimento de
comportamentos ou simplesmente qualificar texturas de pele [FINK, 1998], entre
outras aplicages.

O objetivo desta segdio é apresentar o trabalho elaborado para avaliagdo
pictdrica de imagens obtidas de home-pages obtidas em sitios web.

A analise pictérica proposta procura modelos de percepgio visual que sejam
compativeis com critérios estéticos subjetivos. Este trabalho realizou um ambiente
para avaliagdo da qualidade pictérica de home-pages. O critério considerado como
parametro de avaliagdo € a visdo humana, O objetivo é construir um ambiente no
qual a qualidade visual de home-pages possa ser avaliada apresentando-se a Imagem
da pagina ¢ obtendo-se de um sistema, uma avaliagio qualitativa baseada em
medidas da imagem. A idéia ¢ inferir a opinifio sobre a qualidade visual da home-

page pela escolha de um conjunto de pessoas.
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Essa idéia ¢ compativel com as definices que Bense [BENSE, 1975],
apoiado por trabalhos anteriores de Birkhoff [BIRKHOFF, 1933], Maser, Moler ¢
Gunzenhiuser” sobre estética.

O teorema da medida estética My de Birkhoff [BIRKHOFF, 1933]
determinou uma relagdo fundamental entre a ordem (O) e a complexidade (C).
Birkhoff concebeu Mg intuitivamente para tentar atribuir um indice numérico para a
estética da percepgio imediata. Esta relagdo é dada por um quociente entre ordem e
complexidade (68).

0
M, ==
Eoc o (68)

Birkhoff percebeu a necessidade de definir um repertorio para experimentar
essa medida. Os alvos dos experimentos de Birkhoff foram poligonos, padrdes
reticulados e vasos. Assim, para cada um destes objetos, ele definiu um conjunto de
propriedades de ordem (O) como: simetria, equilibrio, agradabilidade entre outros. A
propriedade de complexidade era determinada por uma caracteristica atdmica do
objeto em questdio. Estas determinagSes eram empirico-intuitivas, mas faziam um
certo sentido para os 90 poligonos testados por Birkhoff,

Maser sofisticou um pouco mais a medida estética de Birkhoff com atributos
de cores e considerando a presenga ou ndo desses atributos em objetos e assim
definiu-a como uma medida macro-estética.

Bense, por sua vez, situou o |problema de avaliagdo estética em uma
abordagem de escalas. Em uma escala maior os repertorios de atributos macro-
estéticos resumem um estado estético. Na diregio da menor escala um conjunto de
medidas micro-estéticas configura o estado macro-estético. Traduzindo, as medidas
macro-estéticas podem ser resumidas por uma opinidio subjetiva sobre beleza como
uma nota entre zero ¢ dez. Ja a medida micro-estética é um aspecto quantitativo de
um objeto, tal como o nivel de cinza médio de uma imagem.

As consideragdes de Bense e de Moler levaram Gunzenhiiuser a formular
essa concep¢do usando conceitos estatisticos de redundincia (R) e entropia (H),

resultando em (70).

? apud [BENSE, 1975]
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(70)

Este trabalho propde a construgdio de modelos a partir da generalizagiio de

respostas de sujeitos humanos. Estas reEpostas sdo obtidas por experimentos

psicofisicos submetidos a sujeitos humanos. Seu papel é fornecer um gran para

avaliagdo estética humana para um critério estético. As mesmas imagens utilizadas

no experimento psicofisico foram entdo divididas em dois grupos: (1) de treinamento

e outro (2) de testes (veja Figura 90). Um 'conjunto de medidas foi calculado para

todas as imagens ¢ o modelo foi construido pela interpolagio do espago de medidas

pelos scores fornecidos pelos sujeitos para cada imagem. As medidas das imagens de

teste e seus scores servem entdo para avaliar a qualidade do modelo. Esta qualidade é

refletida pelo erro, ou seja, pela diferenga entre a resposta do modelo e o score das

imagens de teste. Para buscar o conjunto de medidas que resulta em um erro minimo,

foi construido um algoritmo genético.

Imagens
de HP

(treinamento)

Imagens
de HP
{testes)

Busca pelas
Avaliagdo medidas que
Estetica resultem no
Humana menor Erro
texturais,
complexidade,
. contmaste
Medidas
Modelo
Medidas i (TPS)
naxt.m)ms score gerado
complexidade, elo modelo
conimnste Erro
Avaliacio
Estética
Humana

Figura 90 — Esquema para a construgio do modelo de avaliagio estética
utilizando medidas texturais, de complexidade e de contraste.

Os objetos, ou seja, as paginas de sitios web possuem atributos macro e

micro-estéticos mais sofisticados do que simples poligonos. Nelas foram

identificados critérios estéticos dos quais alguns foram selecionados para
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experimentos. Estes critérios estéticos foram obtidos por avaliagdes de sujeitos
humanos submetidos a um experimento psicofisico implementado como um servigo
web (Figura 91). O objetivo é obter um amplo espectro de sujeitos para atenuar
possiveis influéncias culturais ou contextuais na avaliagio das paginas pelos sujeitos.

Foram escolhidos critérios estéticos que procurassem definir os estados
esteticos provocados pela apresentagio da pagina web a um sujeito. S3o critérios
subjetivos que refletem a opinifio de sujeitos submetidos a um experimento
psicofisico. O prazer visual ou agradabilidade serve como uma medida de
aprovagio visual. Suspeita-se, por exemplo, que a percep¢do visual de texturas
estejam associadas ao prazer tatii [DONDIS, 1997]. Pentland elaborou um
experimento para correlacionar o sentido tatil € o visual [PENTLAND, 1984]. As
cores estdo diretamente associadas a questoes de sobrevivéncia humana no ambiente,
seja como propriedades de alimentos, seja como aspectos humanos ou ainda como
uma caracteristica ambientaBARROW, 1995]. Por exemplo, o vermelho ou
amarelo de um fruto sobre uma folhagem verde de uma arvore pode implicar uma
aprovagdo de uma determinada imagem com estas cores. J4 o vermelho do sangue
humano pode ter conotagdes de perigo ou de alimento também, j4 que o homem
cagou por muito tempo durante sua evolugio. O céu azul e a presenga de nuvens
brancas podem ter papel determinante na avaliagdo estética, pela sua cosntante
presenca no meio-ambiente. Portanto,: o critério de equilibrio de cores tenta
identificar estes elementos estéticos prihﬁtivos. A originalidade ¢ o critério que
qualifica a diferenca do que j4 foi visto.; Alguns experimentos, principalmente para
publicidade, chegaram a conclusdes surprjeendentes sobre a importancia de elementos
diferentes na avaliagio da motivagdo em chamadas comerciais televisivas
[MORIARTY & SAYRE, 1992]. A qualidade artistica €, sem duvida, o critério mais
subjetivo dentre os cinco propostos. Conjecturas podem relaciona-la a fidedignidade
com a idéia que o artista quer transrﬁitir. Contudo, os surrealistas buscaram a
composi¢do artistica a partir de uma regressdo a elementos primitivos e
transportaram a idéia da obra para o séu observador. Ainda assim, nfo se pode
questionar valores artisticos atribuidos a estas obras. A motiva¢do ¢ um critério
associado diretamente com o meio homé-pages. O alvo do modelo, neste caso, é a

decisdo do usuario em explorar novas paginas a partir da que estd observando.
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Muitas paginas apresentam um projeto % grafico adequado para meio impresso.
Algumas vezes o objetivo ¢ apenas a aprésentac;ﬁo institucional. No entanto, como
uma midia em que o acesso é um valor e despenm a decisdo de exploracdo aumenta
esse mesmo valor, € importante responder a pergunta: “Quanto a estética visual
influencia na audiéncia?”.

Um conjunto de paginas (veja. Apéndice 9.4) foi escolhido na web,
procurando representar o universo de paginas existentes. O niimero de paginas foi
limitado a 40, para que os sujeitds fossem poupados de cansago e, conseqiientemente,
evitando respostas displicentes ou tendenciosas. Ao sujeito foi pedida a identifica¢io
(Figura 92a) e foi exibida uma explicagao sobre o experimento (Figura 92b). A partir
de entao, cada imagem foi exibida por 4 segundos. A seguir, ao sujeito foi mostrado
um formulério para opinar sobre a pagina (Figura 92c), requerendo assim que ele
desse uma nota entre 1 ¢ 10 avaliando os critérios estéticos daquela pagina. O
resultado da pesquisa foi armazenado em uma tabela resultante da relagdo
dmnAnswers (veja Apéndice 9.1) para a Qual cada sujeito € uma entidade atdmica

identificada pelo seu endereco eletrénico.

imagens

capturadas
das paginas
WwWw

Notas
atribuidas
pelos sujeitos

Figura 91 — Experimento psicofisico

As imagens capturadas das paginas web sdo também dispostas em uma
tabela cuja relagdio ¢ dada por imgWeb. O experimento é realizado remotamente,

acessando um enderego URL que mostra a pagina ilustrada na Figura 92.
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Cybemetic Vision Research Grogg S S Snesds Project
Questdes sobre a imagem

Agradabilidade Nota (1.a10) it

Cores Nota{1a 10} %’»
Qualidade Artistica Nota{t a10)
Originalidade Nota (1 a10)

Resposta
r_._.
r_
l____.
I.__
Motivag&o em explorar a pagina em maior profundidade; r__ Nota (1 a10)
]—
‘__
l__.
{—_

Quanto tempo vocé acredita ser necessario para se familiarizar

€om a pagina? Tempo (em minutos)
Apagina apresenta algum nimero? S (sim) N (ndo)
Apagina possui links S (sim) N (ndo)
A pégina mostra alguma pessoa? | S {sim) N {ndo)

A que categoria a pagina pertence? € Pessoal ¢ Comersial ¢ Institucional

Figura 92 — Formuldrio para respostas a que os sujeitos foram
submetidos no experimento psicofisico.

Além do experimento psicofisico, medidas micro-estéticas da imagem sio
geradas a partir do conjunto de imagens. Estas informagdes sio aspectos das imagens
relacionados a percep¢io dos quais ha a suspeita de influenciarem a avaliagio
subjetiva de qualidade. Sao trés tipos de medidas: texturais, de complexidade e de
contraste.

As medidas texturais s3o histogramas do espectro de poténcia da imagem
em niveis de cinza. Sio duas: descrigio espectral radial e descrigdo espectral
concéntrica. Estas medidas sdo calculada; para cada imagem e armazenada na tabela
dmnSpc (veja Apéndice 9.1). |

As medidas de complexidade sio relacionadas 4 informagio contida em uma
imagem (entropia e variancia) e foram agl'upadas em escalas. Cada escala consiste de
um borramento da imagem original com um filtro passa-baixas gaussiano. Os
resultados de sucessivos borramentos permitem analisar a complexidade da imagem

com rela¢do a um tipo de atributo na tentativa de filtrar situagdes nio controladas no

experimento, tais como: distancia do sujeito ao monitor; eventuais disfuncdes



155

oftalmicas; condi¢Ges variaveis de luminosidade do ambiente. Uma outra medida de
complexidade utilizada fo1 a salsicha de Minkowski que permite quantificar a 4rea ou
volume de influéncia de formas. As medidas de complexidade sdo armazenadas nas

tabelas dmnEnt, dmnVar e dmnFrc para medidas de entropia, variancia e salsicha

de Minkowski, respectivamente (veja Apéndice 9.1).

As medidas de contraste buscam identificar e quantificar diferencas entre
regides. Para isso, duas medidas de contraste foram experimentadas: em niveis de
cinza e em cores. Foram calculados os histogramas das diferengas entre pixels
vizinhos sendo que cada intervalo do histograma serve como um atributo. Estas
medidas sdo armazenadas na tabela dmnCnt (veja Apéndice 9.1).

Na proxima se¢io, cada uma destas medidas microestéticas ¢é detalhada.

6.1 Medidas

|
|
|
6.1.1 texturais |

O descritor espectral ¢ um histograma da freqiiéncia espacial de uma
imagem. A freqiiéncia espacial permite quantificar os elementos texturais de uma
imagem identificando seus aspectos como‘ posigdes, tamanhos, forma, orientagio,
numero de ocorréncias, entre outros. No entanto, estas caracteristicas sio diversas e
sdo caracterizadas por varios tipos de medidas. Dentre estas técnicas estio as
matrizes de co-ocorréncias e a autocorrelagio [SONKA et al., 1993] que podem ser
realizadas considerando-se apenas o espago no qual a imagem reside. Uma outra
maneira de avaliar a freqiiéncia espacial de uma imagem f{x, y) é aplicando a
transformada de Fourier e obtendo sua representagio em freqiiéncias. Tal
representacdo F(u, v) reside em um dominio em C2, cujos elementos sdo coeficientes
de uma base de fung3es senoidais bidimensionais. O espectro de poténcia (71) da
imagem no dominio de freqiiéncia é uma representagio em R’ que, devido a

localidade de cada fungdo da base, possibilita a identificaciio de caracteristicas

texturais.

E(u,v) =|F(u,v)[’ (71)
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Duas maneiras s3o utilizadas para caracterizar as estruturas texturais: (i)
pela distribui¢io ao longo de setores (variagdo direcional) e (ii) ao longo de faixas
circulares (variago espacial).

Na variagdo direcional, as fregiiéncias devem ser medidas ao longo de
setores de um circulo com centro na arigem. O raio r deste circulo é fixado em 0.5,
supondo uma amostragem em pixels da imagem. A Figura 93 ilustra o espectro de

uma imagem de um quadrado e a divisiio deste espectro em setores.

Fn)

Figura 93 - O espago do espegtro de poténcia é dividido em setores,
dentro dos quais seus elementos sio somados para formar descritores
das variag¢es espaciais

O objetivo desse descritor espectral é caracterizar tamanho e freqiiéncia das
ocorréncias de estruturas na imagem. Pelas propriedades da transformada de Fourier,
os clementos de baixa freqiiéncia (regides uniformes e texturas com variagdes
suaves) concentram-se ao redor da origem. J4 os elementos de alta freqiiéncia (bordas
ou variagdes abruptas) distribuem-se adiante da origem ao longo do espaco, até o
valor méaximo de freqiiéncia 0.5. Nas Figura 94a, 4b e 4c, podemos observar que
conforme a imagem apresenta estruturas maiores, as respectivas variacoes espaciais

observadas na Figura 94d vio se aproximando da ori gem.
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Figura 94 — Exemplos de desctitores espectrais para texturas com
detalhes (@) pequenos; (b) médios; (c) grandes. As variagdes do
descritor espectral (d) espacial ¢ (e) direcional das respectivas imagens
sdo ilustradas com os tons da barra abaixo de cada
Figura correspondente.

O calculo dos descritores de variagdo espacial s3o realizados tomando a
\
soma dos elementos do espectro de poténcia (71) em um setor Sesp[£] do circulo de

raio 0.5 que sobrepde esse espectro.
arctan(v/ u)=6; ,,

Selkl= DY |F@,v)|’, para u®+v* <05 (72)

arctan(v/u)=0,

k=1..N, setores
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O niimero de setores Nieiores deve ser introduzido. Para este trabalho, um
compromisso € necessario entre a precﬁsﬁo desejada e o nimero de setores, ja que é

considerado um atributo.

Para melhor visualizar a vm‘iaqio nas escalas de freqiiéncia mais altas,
adota-se uma escala logaritmica para |F (j}u, WA, aplicando-se log(1 + |F(u, v)).

A descri¢@o da variagio espaq‘ial ndo ¢ a unica caracteristica que se pode
extrair do espectro de poténcia da iimagem. Aspectos direcionais podem ser
detectados por um descritor direcional. Esse descritor efetua a soma dos elementos
do espectro de poténcia em regides definidas por trilhas circulares concéntricas. A
Figura 95 ilustra o espectro de uma imagem de um quadrado e a divisdo deste

espectro em anéis concéntricos.

Faw)’

concéntricas, dentro dos quais seus elementos sdo somados para

Figura 95 - O espaco do espec[o de poténcia € dividido em trilhas
formar descritores das variagdes direcionais.

O objetivo é prover uma medida que indique diregdes com maiores
ocorréncias de alguma estrutura. Nas Figura 96a-d, podemos observar a propriedade
desse descritor em imagens apresentando linhas ao longo de uma direcdio. Para
conhecer as diregdes predominantes da textura, deve-se somar 7t/2 a essa orientagio,
pois o espectro revela a orientacio da funcdo sendide bidimensional que serve como
base para compor a imagem. A Figura 96d, mostra claramente que as orientagdes de

cada imagem sdo detectadas pelos respectivos descritores direcionais.
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Figura 96 — Exemplos de descritores espectrais direcionais para imagens
com retas de diferentes orientagdes predominantes (a) 90°%; (b) 135°%
(¢) 0% (d) 45°. No grafico (e) os picos em cada tom indicam a ordem
das disposi¢des das imagens.

Para calcular o descritor direcional, o numero de trilhas Nyngs deve ser
determinado. A soma (73) dos componenteq do espectro de poténcia para cada trilha
fara parte de uma seqiiéncia. Cada elemento dessa seqiiéncia corresponde a um

intervalo na escala entre 0 e 7 radianos.

Vulevi=r,,,
Sulkl= Y lF(u,v)|2 paravu® +v? <0.5 (73)
k= luNtn']has

Uma imagem real ou mesmo um desenho ou pintura apresentam diversas

orientagdes. Para que seja ttil na detecgiio de uma determinada orienta¢@o a imagem
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deve ter apenas algumas orientagdes predominantes. Na Figura 974, uma imagem
tomada de um recipiente contendo varas de cana-de-agticar dispostas em uma diregio
predominante ilustra o método, ja que a Figura 976 mostra o pico que indica o
maximo valor de tal orientagdio. Na Figura 984 temos uma imagem artificialmente
gerada como uma grade modificada. Assim mesmo, as duas orientagdes

predominantes podem ser visualizadas no grafico do descritor da Figura 985.
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Figura 97 — Exemplo de textuta real com orientagio predominante. A
imagem com varas de cana-de-aglicar (a) estio orientadas
predominantemente na diregﬁo de /2 (45°). O grafico em (b) mostra
essa predomindncia com um pico na diregiio ortogonal.
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Figura 98 — Exemplo de imagem com mais de uma orientagio (a) € o

grafico (b) de seu respectivo descritor espectral direcional com picos
nas duas dire¢des ortogonais.

A alteragdo da imagem da Figura 965 pela adi¢do de componentes texturais
ao longo das retas e também ao fundo resultou na imagem da Figura 994. Esta
alteracdo acarretou uma degradag@o do descritor espectral (veja Figura 99b), pois tais
elementos ndo possuem uma orientagio bem definida. Ainda assim, a orientagio

predominante ¢ detectada.
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O exemplo da Figura 94 mostrou os descritores espaciais de figuras
texturizadas com granularidade crescente. Percebe-se naquele exemplo que as

alteragdes da granularidade da textura inflpiram tanto o descritor espacial quanto o

direcional. Neste ultimo, as dire¢des foram|se definindo mais conforme aumentava a

granularidade (veja Figura 94e).
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Figura99 - Exemplo de imagem apresentando uma orientagfio
predominante, mas degradada com granularidade (a) e o grafico (b) de

seu descritor espectral direcional refletindo essa degradagio.
i

6.1.2 contraste

Contraste ¢ a mudanca local de intensidade. Embora sua definicio esteja
relacionada com a percepgdo, ja que o olho humano distingue logaritmicamente a
intensidade luminosa (lei de Weber-Fechner [GORDON, 19891), a mudanca pode ser
indicada pela média das diferengas entre a intensidade de um pixel especifico ¢ a
intensidade dos vizinhos.

Um conjunto de atributos pode ser definido a partir da imagem de diferencas
obtida de cada pixel da imagem original. Assim, o histograma dessa imagem de
diferencas revela cada quantidade de vizinhangas que contém menores ou maiores
mudangas, isto é, contrastes.

O contraste pode ser definido sobre imagens em nivel de cinza ou em cores.
Para uma imagem em niveis de cinza I[i, j], as diferengas sio definidas por (74).
(4Im[i, j1-{Im[i +1, j]+ Im[i, j + 1]+ Im[i -1, j]+ Im[i, j ~ 1]})

4

E gerado um histograma da imagem Dqinzs- Cada intervalo deste histograma

Dcinza[i’j]z

(74)

fornece-nos um atributo de contraste de niveis de cinza.



162

Donzalls 11
1

4,

l Médias das
Diferengas

6000.000

4000.000

2000.000

0.000

00 20 | a0 &0 &m0
Media das Diferengas

Figura 100 - Ilustragio do processo de extragdo do histograma de
contraste em niveis de cinza, A imagem original é varrida por uma
mascara de vizinhanga 4. A diferen¢a média entre o pixel corrente € os
vizinhos para toda a imagem resulta na imagem de diferengas da qual
€ calculado o histograma.

E importante observar que um grande niimero de ocorréncias de baixos
valores de diferencas revela uma imagem com regides uniformes ou com transi¢des
suaves entre uma regido e outra. Grandes diferengas indicam imagens apresentando
texturas com pequenas estruturas ou contaminagio de ruidos. Essa discriminagdo é
til para diferenciar desenhos como ilustrado nas Figura 101a-b de fotografias
(Figura 101c).

As imagens em niveis de cinza sio muitas vezes suficientes para caracterizar
uma imagem. No entanto, cores nio sé aperfeicoam essa caracteriza¢do, mas também
permitem que uma segmentagdo ocorra considerando-as como atributos. Na verdade,
a cor ¢ produto da percepgdio de um aparelho visual, cujos fotosensores sinalizam
faixas determinadas de freqiiéncia da luz. O olho humano possui fotosensores
sensiveis a cor, os cones, sendo que cada um deles “prefere” sinalizar um
determinado intervalo de freqiiéncia da luz. No entanto, trés intervalos sfio os mais
freqiientes nos cones, os quais identifica-se como trés cores principais do espectro de

percep¢do visual humana: o vermelho, o verde e o azul.
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Figura 101 — Exemplos de histogramas de contrastes em niveis de cinza
para imagens de (a) um desenho; (b) um desenho grifico; (c) uma
fotografia. Percebe-se que os histogramas de cada imagem sdo
distintos e podem caracterizar o processo de confecgdo da imagem.

Uma imagem percebida pelo aparelho visual de um individuo em um dado
momento ¢ Unica e portanto ndo existe uma cor Unica para todos os individuos. No
entanto, alguns mapeamentos de cores buscam uniformizar o vocabulario de cores
dos seres humanos. Dentre estes mapeamentos estd o RGB (Red, Green, Blue),
utilizado em grande parte dos dispositivos de exibigio e aquisi¢io de imagens como
monitores, scanners, cidmaras. Em um mapeamento RGB, uma imagem colorida é
composta por trés canais, ou seja, trés imagens cujas intensidades de seus respectivos
pixels indicam as contribui¢des dos componentes (vermelho, verde ou azul) para
formar a cor de cada um deles.

Para medir o contraste, as intensidades dos trés canais sio dispostas

formando um espago tridimensional e ortogonal RGB, no qual cada eixo corresponde

a um dos componentes.
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Cada pixel é um vetor ¥, =(Img[i, jl,Im;[i, j],Imp[i, j]). Assim, o
contraste serd maior entre dois pixels quando os dois vetores que os representam
forem ortogonais. Portanto, para definir uma medida de contraste, deve-se considerar
o produto escalar entre dois vetores representando pixels vizinhos. Para isso, uma
imagem de contraste em cores D, ¢ definida, cujos elementos sfio formados pela
média entre os quatro produtos escalares entre o vetor do pixel corrente e os vetores
de seus pixels vizinhos.

Vi Vi TV Vs Vi Vi Vi Vi
4
A partir do histograma da imagem D, obtida por (75), é possivel definir

(75)

D, [i,j1=

atributos que possibilitem caracterizar o contraste entre cores.
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Figura 102 — Ilustra¢Bo do processo de extra¢do do histograma de contraste em cores
de uma imagem. Cada pixel é um vetor no espago RGB e o contraste é
caracterizado pelo produto escalar entre o pixel corrente e seus 4 vizinhos. O
histograma de médias dos produtos escalares é o conjunto de medidas que
caracteriza esse contraste.

Para ilustrar essa caracterizagfio, uma imagem com 3 objetos com as cores
basicas do mapeamento RGB sobre um fundo preto e branco é submetida a
sucessivos borramentos ou perdas de contraste. Podemos perceber que conforme se

perde o contraste, mais uniforme se torna o histograma (Figura 103).
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Figura 103 — Exemplo de histogramas de contrastes para uma imagem colorida com
grandes contrastes (a) e que em seguida é sucessivamente borrada para diluir as
bordas (b); (c) e (d). Percebe-se, conforme esperado, uma uniformizagio do
histograma de contraste de cores conforme o borramento aumenta.

6.1.3 complexidade multi-escalas

A complexidade ¢ um termo utilizado com grande abrangéncia em diversas
areas cientificas. Watt [WATT, 1988] divide o conceito de complexidade em duas
categorias principais: a complexidade de sistemas cadticos (previsdes de tempo,
mercados, sistemas biologicos) e a complexidade ontologica (complexidade
algoritmica, de percepg¢o de padrdes, cognitiva e estrutural). Esta altima, a
ontologica, € a que esta relacionada com esta segéo.

A relagdo entre complexidade e percepgio ocorre quando um sistema visual
precisa reduzir as bandas de aquisi¢iio sensorial buscando otimizar a quantidade de
informagfo capturada do ambiente.

Estimadores tém sido propostos para caracterizar a complexidade em

imagens. As abordagens para construir tais estimadores variam em um vasto



166

conjunto de técnicas cuja meta é quantificar tal caracteristica. Tais estimadores
buscam métricas para caracteristicas associadas i complexidade como simetria,
similaridade, suavidade, saliéncias. As técnicas para calcular estas métricas sdo
definidas em diferentes abordagens das quais as baseadas em estatistica, geometria e
na teoria da informagao foram selecionadas para este trabalho.

Na abordagem estatistica, a varidncia da intensidade em niveis de cinza
indica quantos “tons” de cinza compdem uma determinada imagem [JAHNE, 1997].
Ja a abordagem geométrica considera a dimenséo fracionéria como um estimador de
similaridade entre estruturas contidas na imagem ¢ também da 4rea de cobertura
destas estruturas [KELLER et al., 1989]. Representando a teoria da informacio, a
entropia ¢ considerada como medida de quantidade de informagdo necessaria para
descrever uma determinada imagem [SONKA et al., 1993].

Cada uma destas medidas consideradas em diversas escalas revela a
“duragdo” das estruturas que compdem a imagem [LINDEBERG, 1994]. Deste
modo, estruturas mais salientes resistem mais e portanto aparecem em escalas
maiores influenciando estas medidas de complexidade.

As sucessivas escalas sio conseguidas por sucessivos borramentos. Para
efetuar um borramento, a imagem ¢ convoluida com uma outra imagem de um ntcleo
gaussiano. Para reduzir o tempo de execucio, contudo, a imagem gaussiana é gerada
a partir do espaco de freqiiéncia. Assim, seja uma imagem Six, ¥) cujas dimensdes sio
dadas por 1 <x<640 e 1 <y<480. Seja também uma imagem gaussiana g(x, )
gerada como resultado da transformada de Fourier G(u, v) composta de partes real e

imaginaria (76).

G(u,v) = 2™V com -0.5<u<0.5e-05<v<0.5 (76)
Cada borramento ¢é realizado pela convolugio de fx, ) com g(x, y) (77)
aproveitando-se do Teorema da Convolugio [CASTLEMAN, 1996]. Assim, em uma

escala o, e tomando a transformada de Fourier para F {fix, v)} = F(u,v) temos:

f*8, =3{F,)-G, @)} (77)
Foi adotada uma escala mista para ¢ com o objetivo de analisar também os
borramentos mais extremos, utilizando a possibilidade aberta pelo aplicativo de

permitir a inser¢io de elementos na escala ou fazé-la linear. Assim, o iniciou-se com
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0, ou seja, a imagem sem borramentos e a'partir daf cresceu linearmente de 1 até 16.
Prosseguiu crescendo, porém exponencialmente com o assumindo valores 32,64 ¢
128. E bom ressaltar que este valor de d, embora introduzido como parametro no
espago da imagem gaussiana transformada (freqiiéncia), indica o desvio padrio no

espaco original da imagem (deslocamento). (Figura 104)
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Figura 104 — Conjunto de gaussianas usadas para os borramentos
sucessivos, com o intuito de obter as varias escalas nas medidas de
entropia e varidncia multi-escalas. (a) no espago de origem; (b)
noespago de freqiiéncia.

Para cada conjunto de medidas multi-escalas foram calculados parametros
estatisticos (média e variancia). Outro patametro busca caracterizar o conjunto de
medidas por apenas um fator. Por exemplo, dimens3o fracionéria para o conjunto de
volumes da salsicha de Minkowski ou a meia-vida caracterizando o decaimento da

varidncia multi-escalas. A seguir, cada medida serd detalhada, com sua respectiva

justificativa.

6.1.3.1 entropia multi-escalas

A aplicagdo da medida de entropia em processamento de 1magens provém

do conceito introduzido por Shannon [SHANNON, 1948] na formulacéo da teoria da
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informagéo. Clausius em 1854, atribuiu o termo grego (evolugio ou transformagio),
para entender a natureza do calor e a irreversibilidade em sistemas termodinamicos,
baseando-se no trabalho de Carnot (18124) e Kelvin (~1850). Esse trabalho resultou
na formulagio da segunda lei da teqnodinémica (dS = dg/T = 0; na qual dg
representa o fluxo de calor e T a temperatura), que resumidamente afirma que a
entropia sempre cresce em sistemas reais [STEVENS, 1998].

A entropia revela-se como uma propriedade macroscépica de sistemas (tal
como volume e tamanho). No entanto, Boltzmann procurou uma explicagio
estatistica reduzindo o conceito de entrapia para niveis moleculares e chegou a forma
S = kInW (W é o niimero de estados possiveis do sistema e k é a constante de
Boltzmann) [STEVENS, 1998].

Shannon, aproveitando a idé¢ia de Boltzmann, foi quem definiu uma medida
de quantidade de informagio dada i)ela ocorréncia de um simbolo em uma
mensagem. Assim, quanto mais raro urﬁ simbolo em uma mensagem, mais ele estaria
contribuindo para aumentar a quantid?de de informagio passada pela mensagem
[STEVENS, 1998].

Definindo W como a multiplicidade de um sistema (78), e pensando esse

sistema como imagens:

N!
U ST (78)

Seja N o numero de pixels em uma imagem e conseqiientemente N! o
numero de imagens possiveis com N pixels. V! é o numero de possiveis
configuragdes dos pixels com nivel de cinza i em uma imagem. W indica, portanto,
todas as imagens possiveis com N pixels para um histograma N; [BISHOP, 1995;
HAKEN, 1977].

Para se perceber o acréscimo de informagfo de uma maneira aditiva e ndo
multiplicativa, utiliza-se o logaritmo damedida W multiplicado por uma constante &’

que mais adiante tera seu papel definido.

I =kinW (79)

* Em sistemas termodinamicos & é a constante de Boltzmann e vale 1.380658x10°% Joules/Kelvin.
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A entropia de informagdo, segsdeo Shannon, indica a quantidade de
informagio por simbolo. Para obté-la, portanto substitui-se (78) em (79) e entdo
S=1I/N.

1
S=ktm| M |-l InN!-> InN,! - (80)
N HN ! N i
Usando a aproximagdio de Stirling para N! com N suficientemente grande,
InN! = N(InN — 1) em (80).

S = —k{Z%ln(%)} (81)

H

Em (81) observa-se que p; = N;/N ¢ a probabilidade do pixel i ser encontrado

na imagem. Portanto, pode-se escrever (81) como:

S = —kZP,- In p, (82)

A constante k, para a teoria de informac¢do, pode ser arbitrariamente
escolhida considerando alguma defini¢io. Podemos entdo adotar k& conforme a
unidade de informag&o, que por conveniéneia, poderia ser a quantidade de “bits”. Isso
¢ possivel fixando em (79) a quantidade de informag&o /= n, ou seja, uma mensagem
com 7 bits € que contenha todos os simbolos do alfabeto tem W=2" configuragdes
possiveis. Portanto, para se medir a quantidade de informacfio contida em uma

imagem em bits, usa-se k = 1/In2 e (82) pode agora ser escrito como (83).

S= —Z D; 10g2 Pi (83)

A funcdo densidade de probabilidade (fdp) de uma imagem digital é
calculada a partir do histograma de intensidades de niveis de cinza da imagem. Cada
valor Hiy[q] do histograma é o nimero de pixels cuja intensidade é 0 < g < 255.
Portanto, a fdp Pin[g] da imagem é dadq por (84). M e N sdo as dimensées das

imagens e portanto, MN, o nimero total de pixels. A entropia da imagem ¢ obtida por
(85). |

HIm [4]
MN

P.lgl= (84)



255

Ent,, ==Y P,.[q]log, (P, [q])
=0 <
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(85)

A entropia multi-escalas é o arranjo formado pelas entropias das imagens

resultantes de sucessivos borramentos de uma imagem original Im[i,j]. A escala &

definida pelo pardmetro de suavizagio ¢ = {0..16, 32, 64, 128}. O arranjo Ent, (85),

ou seja, a entropia sobre a imagem com borramento t, define um conjunto de

atributos. A partir de Ent, também sdo extraidos a média pg,, e o desvio padrio o,
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Figura 105 - Trés tipos de imagens (a) desenho com linhas; (b) desenho
grafico com uso de sombreamentos; (c) fotografia de um olho humano.
Ao lado, o grafico de entropia multi-escalas de cada imagem. Percebe-
se um comportamento diferente no desenho de linhas (a) e pouca
diferenca entre (b) e (c). A coluna mais a direita mostra a entropia

média e o desvio padrio.

: < : : :
Na Figura 105 podemos observar um conjunto de imagens com diferentes

caracteristicas. Uma imagem com o desenho de um olho humano composto de curvas

¢ preenchimentos em um fundo branco apresenta uma entropia baixa. Conforme a

imagem ¢ borrada pode-se notar a entropia aumenta até alcancar o maximo de uma

imagem de 128x128 pixels e 256 tons de niveis de cinza que ¢ 8 bits. Um outro
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desenho do olho humano, agora usando recursos de desenho por computador, com
regides suaves e tentando imitar fielmente a imagem real. Deste modo, a imagem
original ja apresenta uma entropia alta, ou seja, ha uma grande variedade de niveis de
cinza por toda a imagem.

Os atributos resumo, ou seja, média e desvio padrdo podem diferenciar o
tipo de imagem também. Para o exempld da Figura 105, podemos perceber que o
desvio padrio para a imagem de desenho € maior que para as imagens fotografica e

do desenho mais sofisticado.

6.1.3.2 varidncia multi-escalas e meia-vida

A variancia (86) ¢ uma medida estatistica de quanto, em uma imagem, os
niveis de cinza variam em torno do nivellde cinza médio. Assim como na entropia
multi-escalas, a variancia pode ser calculaﬁa ao longo de borramentos gaussianos da
imagem resultando em um arranjo ¥, com ¢t = {0..16, 32, 64, 128}. Além da
variancia média e do desvio-padrio das variancias, um outro atributo resumo é
testado nesse arranjo: a meia-vida. A meip-vida € tipica de medidas que decrescem
exponencialmente e indica a velocidade dessa queda. Para borramentos sucessivos
em imagens, a meia-vida da variancia indica a escala na qual a variancia ¢ igual a
metade da variancia da imagem original, isto ¢, &, = arg{V, =V, / 2}. Na Figura 106,
podemos observar que na imagem de desenho, a queda € bem mais rapida, isto é Ay, é
bem menor que nas outras duas imagens.

Var,, =o’ {Im[i, j]} = E{Imz [i,‘J']} - E* {Im[i, j1} (86)
T

6000.0

média = 1062.81

desvio padrdo = 1189.9

meia-vida = 1.50
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média = 433.67
desvio padrzo = 467.21

meia-vida = 5.50

média = 249.16
desvio padr3o = 264.85

meia-vida = 6.50
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Figura 106 - (a) desenho com linhas; (b) desenho grafico com uso de
sombreamentos; (c) fotografia de um olho humano. Ao lado, o grafico
de variéncia multi-escalas de cada imagem. A maior discrepancia esta
no desenho de linhas. Na coluna mais 3 direita aparecem as medidas
resumo: varidncia média, desvio padrio da varidncia multi-escalas e a
escala de meia-vida. ‘

6.1.3.3 salsicha de Minkowski e dimensdo fraciondria

A geometria fracionaria tem sido alvo de freqiiente interesse na busca de
descri¢do de imagens. As justificativas ﬂara esse interesse baseiam-se em um tipo de
geometria que descreve o mundo natural de uma maneira elegante e econdmica. Esta
descrigdo pode manifestar-se em uma medida de auto-similaridade (usada em
texturas, por exemplo), ou ainda em descrigdes estocasticas ou deterministicas de
processos de formago de um sinal [JAIN et al., 1995].

A andlise dimensional atribui uma medida, a dimens3o fracionaria, a uma
imagem ou forma como propriedade estrutural [KRAFT & KAUER, 1995]. A
dimensdo topolégica também define uma medida estrutural, contudo inteira. Objetos
como curvas, superficies ¢ s6lidos apresentam uma dimensio topolégica 1, 2 e 3,
respectivamente. Contudo curvas podem: cobrir uma superficie e superficie, por sua
vez, podem formar sélidos. Mandelbrot [MANDELBROT, 1977] desenvolveu entio,
modelos fraciondrios de curvas, superficies e sélidos para descrever objetos naturais
como: montanhas, arvores, lagos e rios e chamou-os Jractais. Estes modelos sio

baseados na lei de poténcia [BAK, 1996] dada pela relagio em (87) e no caso de
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dimensdo fracionaria s ¢ a unidade métrica de um espago e N(s) é o nimero dessas
I

unidades que o objeto ocupa nesse espago.

N(s)=s" (87)

A dimensdo fracionaria excede a dimensdo topoldgica euclideana e deste
modo, uma curva pode ser usada para cobrir uma parte de uma superficie (dr < 2) ou
a superficie inteira (dr = 2). Assim, o nimero dr ¢ usado como uma medida de
rugosidade ou cobertura espacial de formas ou imagens.

A dimensfio fracionaria pode ser determinada teoricamente se houver
conhecimento do processo de formagio do objeto. Por exemplo, para uma curva de
Koch, a evolugio do nimero de segmentos N(s) que compde a curva de Koch para
uma interagdo n ¢ dada por uma regra, ou seja, N(s) = 4". Ja o tamanho do menor
segmento de linha reta € iterado conforme a regra s = (1/3)" (veja Figura 107). Estas
regras de evolugdo permitem-nos usar a lei de poténcia (87) para encontrar d. O uso

de tais regras de evolugdo nas leis de poténcia resulta em (88).

(1Y
4 —(3,,) (88)

Tomando-se os logaritmos de ambos os lados, resultara:

d=w:1—ni§ .2619 (89)
In(3") In3

Em anélises de imagens e formas, tais modelos nio sio conhecidos. Entdo,

para se obter a medida dr € preciso construir um estimador da dimens3o fracionaria.
N(s)=4"=1 ANJA?JxE;JK&L?§J¥yA<J_ N(s)=4’=64
s=@13)=1 s =173y =1/27
Ms)=4'=4 Jm§”zgm§;JgEL?§Jnf“z,k N(s)=4*=256

s=(1/3)'=1/6 s =(1/3)*= 1/81

m PSSt S

s=(13y=19 s =(1/3)°=1/243

Figura 107 - Curva de von Koch em'cada escala. Ao lado sio mostrados
o nimero de segmentos (N(s)) e o tamanho de cada segmento s.

Os métodos para elaborar tais estimadores s3o numerosos [ALLEN et al.,

1995] e dentre eles, alguns comprovadamente reduzem o erro com relagdo a medida
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tedrica (89) . Dentre estes com pequeng erro, o método de salsicha de Minkowski ou
EDM (Euclidean Dilation Method) ¢ bastante utilizado e validado [ALLEN et al.,
1995].

O método da salsicha de Minkowski consiste em crescer o objeto (forma ou
imagem) cuja dimensdo deve ser medida. O crescimento deve ser isométrico e para
implementar o método, sdo realizadas shcessivas dilatagdes do objeto com elementos
estruturantes circulares, para o caso' de curvas, ou esféricos para o caso de
superficies. Para cada dilatag3o, é tomada a medida de cobertura do objeto crescido.
Assim, para o caso de linhas, sio tomadas as areas de cada dilatagdo. Se o objeto for

uma superficie, sdo tomados seus volumes dilatados.

A(r) oc hr® | V(r) o ke
In[4(r)] o Inlr> | [y (7)) ¢ Inir* | (90)
n[A(r)] < Ink + (@2 -d)Inr [V (r)] < Ink + (3 -d)Inr
) d
12000.0
10000.0 1.2700 4
8000.0
6000.01
1.2650
4000.0
1.2600 4
2000.04
T T Al T N T L 125504' T T LI T T T T T ¥
10 20 5.0 100 20 40 6.0 80 100 120 140

Figura 108 — Floco de neve de von Koch, iniciado a partir de um tridngulo e suas
respectivas salsichas de Minkowski. Abaixo o grafico da esquerda mostra a evolugao
da drea da salsicha em um log-log. A1 direita o grafico mostrando para cada raio de
dilatagio a dimensdo fracionaria estimada. Percebe-se que a dimensdo tedrica estd
mais préxima quando o r=6.



175

O crescimento do raio r do elemento estruturante e(r) que ira dilatar o objeto
causa um aumento na area A(r) do objeto se e(r) for um disco, ou do volume ¥(r) do
objeto se e(r) for uma esfera. Este aumento acontece segundo a relagio (90) baseada
na dimensao de Minkowski®.

Para determinar o valor de d, séo tomados os valores das areas A(r) ou
volumes ¥(r) para valores de r menores que um raio determinado empiricamente
suficiente. Em um mapa log-log (Figura 108), o problema passa a ser determinar o
coeficiente angular m=2-d ou m=3-d da reta ajustada. Uma vez ajustada a reta de
log(r) x log(A(r)), a dimensdo fracionaria estimada é d.

A dilatag@io do objeto € realizada convoluindo uma fungio S, (91) com a
imagem Im na qual o objeto esta contidQ. Em seguida o resultado da convolug¢io

Im, =Im*S, ¢ limiarizado e a area A(r) e obtida contando-se os pixels com valores
nio nulos. Uma outra opgéo € a dilata?ﬁo morfologica. Nesse caso, o operador
morfoldgico de dilatagdo ¢ aplicado sobre Im, isto é, Im, =Im® S, . A 4rea A(r) é
dada pelo numero de pixels ndo nulos. Assume-se que as imagens Im sdo binarias

assim como os elementos estruturantes S,. Usar um ou outro método depende do raio

do elemento estruturante.

.2 )
S,[i,j]={255 se \Ji*+j2.<r

o I,j=-r.r on
0 caso contrario

A abordagem morfoldgica exige que cada pixel dentro do elemento
estruturante seja visitado, o que torna invidvel para os raios maiores. Se
implementada a convolugdo utilizando a respectiva propriedade da transformada de
Fourier e conseqiientemente o algoritmo rapido da FFT [BRIGHAM, 1988], o
desempenho nio dependera do tamanho‘ do raio, mas apenas das dimensdes da
imagem.

O algoritmo descrito trabalha com imagens binarizadas, ou seja, encontra a
dimensdo fracionaria de imagens ja segmentadas ou de formas. No entanto, o
objetivo deste trabalho ¢ encontrar uma medida para imagens em niveis de cinza Im.

A imagem Im define uma superficie fix, y), cuja dimenséo fracionaria pode

ser estimada por diversos metodos[ALLEN et al., 1995]. Contudo, estimulado pelo

* {MINKOWSKI 1901 767 /id} apud {ALLEN, BROWN, et al. 1995 329 /id}
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baixo erro com relagdo a medida tedrica e também pela simplicidade do método da
salsicha de Minkowski, procurou-se aplicar 0 mesmo algoritmo para superficie. As
duas abordagens: convolugdo e dilatagdo, podem ser estendidas para a superficie.
Contudo, a complexidade algoritmica de ambas inviabiliza uma extensdo direta, pois
a imagem Im em niveis de cinza deve ser mapeada em R como (92).

1 se k=1Im[i, j]

0 casocontring =N J=1.M; k=0.255 (92)

flm[i’j’k] ={

A proposta para resolver o problema é definir uma estrutura que permita um

mapeamento da imagem em um matriz 'de bits. Cada bit corresponde a um nivel de

cinza. Portanto, cada pixel ¢ representado por uma cadeia B, [/, j]= {b;)b;b; b }

A imagem mapeada em Bi[i, /] exige d1enor quantidade de memdria, pois enquanto
fim ocupa N*M*256 valores reais, Bim, ﬁor sua vez, precisa apenas de N*M*§ bytes.
No entanto, apenas a abordagem morf&légica ¢ possivel com Bjm, € mesmo assim,
para valores grandes de r a operacio de 1dilatac;aﬁlo pode se tornar inviavel. A solugio
proposta para esse problema é realizar a contagem dos pontos que nao sido

preenchidos pela dilatagdo B, & S, , com S, definido em (93).

.2 .2
S,[i,j,k]={l se \i’+jl+k<r

iLj,k==r.r (93)
0  casocontrario

Essa contagem torna desnecessario o preenchimento de todos o pixels do
elemento estruturante na dilatacdio de cada ponto da superficie, ja que importantes
agora sdo os pontos do limite do eléemento estruturante. Portanto, o elemento
estruturante pode ser alterado para (94), ou seja, uma esfera oca o suficiente para nio

deixar “buracos” na superficie dilatada. -

- <Jit+ P ak <
C,[i,j,k]={1 se Fy SAiIT+j +k<r

i,j,k=—r.r e
0  casocontrdrio

94)

£

_{r—Z ser>2

0  caso contrdrio
O efeito da operagdo B, @ C, 1é um “salsicha” (Figura 109¢) cujo interior

contém apenas os pontos do limite de C} dilatado em By, A Figura 109 ilustra esse

efeito € mostra as partes de cima (Figura 109a) e de baixo (Figura 109b) da



177

contagem. Para cada pixel ha dois contadores, um partindo do topo e indo para baixo
(cimali, j]) e outro partindo do nivel maiis baixo e indo ao topo (baixo[i, j]) até
encontrar um bit em Byy[7, j] = 1. Quando isso ocorre com cada um dos contadores, a
contribui¢do do pixel [i, j] ao volume Vol(r) ¢ dada por cimali, j] — baixoli, j], €

portanto:

Vol(r) =" (cimali, j] - baixai, j]) (95)

N M
i=1 j=1

—_

i=

Figura 109 — Dilatagdes crescentes da salsicha de Minkowski da imagem da Figura 20 para diferentes
raios r. A coluna (a) corresponde a parte de cimz‘1; a (b) a parte de baixo; e (¢) todo o volume.

As “salsichas” acima correspondem a imagem da Figura 110b. Percebe-se
que conforme o raio aumenta a “salsicha” ¢ inflada e seu volume aumentado.

Para os pontos log(r) x log(Vol,) é ajustada uma reta cujo coeficiente
angular sera dado por m=3 —d (Figura 110a). A dimens3o fracionaria d define apenas
o atributo resumo do conjunto de volumes Vol(r), os quais sdo também atributos da

imagem. Outros atributos resumo sfo o volume médio py,; e desvio-padrio cy,,.
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Figura 110 — Volumes da salsicha de Minkowski em um grafico (a) log-
log para a imagem (b)

Imagens podem apresentar a mesma dimensio fracionéria, mas revelarem
estruturas totalmente diferentes, como ilustram as imagens da Tabela (IV)b e (VDb
no Apéndice 9.3. No entanto, os respectivos volumes das salsichas indicam a
diferenca. A dimensio fracionéria, nesse caso, nio distinguiria as duas imagens,
justificando o uso das medidas em cada escala para classificagdes ou discriminagdes
de imagens. Observa-se ainda, que propriedades de imagens similares podem ser
detectadas. No Apéndice 9.3 podemos ver pares ou grupos de imagens com suas

es. Nas Tabelas (I), (IV), (V), cada par

apresenta uma imagem e seu detalhe para ilustrar que imagens similares podem

respectivas dimensio fracionaria e vol

indicar propriedades, neste caso, detalhes ou aproximagdo. Outros dois pares
(Tabelas (II) e (VI)) mostram imagens com propriedades texturais e de escala
diferentes.

Conclui-se que a dimensio iJracioné.n'a como uma medida Unica para
rugosidade e complexidade n#o teria sucesso em um conjunto de imagens com ampla
diversidade. Contudo, o acompanhamehto da evolugio das escalas possibilitado

pelos volumes da salsicha de Minkowski resolve esse problema.

6.2 A Busca pelo Modelo
Embora Birkhoff [BIRKHOFF, 1933] tenha definido a medida estética
como uma formula bastante simples (68), Gunzenhiuser® J4 apontava para uma

medida que relaciona a avaliagio subj eti\?a (estado macroestético) com as medidas de

> apud {BENSE 1975 315 /id}
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uma imagem (estado microestético). Maser® propde essa relagio como um somatério
de medidas sobre um conjunto de informac#io.

Bense [BENSE, 1975] propde a atribuigiio de valor estético a obras de arte,
baseado em um esquema de comunicag?o estética ilustrado abaixo. Neste esquema, o
artista é responsavel pela codificagdo da obra usando medidas estéticas como textura,
cor, forma, entre outros para descrever uma imagem. Ao observador cabe a
decodificagio da obra de arte ¢ a atribuigdo de um valor estético. Existe portanto,
uma sobreposi¢do das representagdes do artista e do observador. Esta sobreposi¢io,
ilustrada no esquema (Figura 111) como uma intersec¢io é o conjunto de medidas
estéticas determinantes para a avaliagio do observador. Bense ressalva que este
esquema € pertinente para avaliagdes estéticas nas quais o contexto ndo é o objetivo.

Produgio ‘ Consumo

A A
o N N

representar | hea de reconhecer

Artista <> Ate | S——> | Observador

|

Estética da Medida Estética do Valor
(descrigdo) (valoragdo)

RiNR;

Figura 111 — Esquema de comunica‘;;ﬁo estética proposto por Bense em
[BENSE, 1975].

Neste trabalho, as medidas estéticas sdo as medidas texturais, de
complexidade € de contraste realizadas sobre as imagens e que sio armazenadas em
|
tabelas. Os valores sdo os critérios estéticos de agradabilidade, cores, originalidade,

qualidade artistica e motivagZo. Estes cﬁtéﬁos também constam em tabelas.
O que se busca entdo, é uma repﬁesentag:ﬁo que maximize um determinado

valor estético. Para buscar essa representagio foi construido um modelo

¢ apud {BENSE 1975 315 /id}
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preditivo[EDMONDS, 1997] que generalize, com um erro suficientemente pequeno,

A Figura 112 ilustra a abordagem deste trabalho. O sujeito humano ¢ visto

Estimulos -, -~

estéticos atribuidos pelos sujeitos humanos.

Medidas ————y

MODELO

—_—p

Resposta a

—  modelar \

Comparagdo —p Ermro

Resposta
modelada

Figura 112 — Modelo “caﬁxa preta” para o ser humano.

como uma “caixa preta” da qual a aplicagdo de estimulos (imagens) resulta uma
resposta que no caso ¢ o valor dado ao critério estético. No modelo pretendido sio

introduzidas as medidas destas imagens e que responderdo com valores aos critérios

As respostas a serem modeladas sdo as médias das notas atribuidas a cada

implementaco.

Imagens das
paginas
Web

Para
treinamento

Para
testes

Valores
atribuidos
pelos sujeitos

Vetores de
Medidas

SN

t
i

Vetores de

Medidas

Valores
atribuidos
pelds sujeitos

Seleciona um
conjunto de
medidas

-

Generaliza para
as imagens de

teste

:

Valores
atribuidos pelo
sistema

=
“

ERRO

Figura 113 - Esquema ilustrando a avaliagio do desempenho no
treinamento da estimativa de critério estético de paginas web, baseado

em notas atribuidas por sujeitos humanos.

imagem pelos sujeitos humanos. Portanto, o modelo refletira €sse mesmo
comportamento meédio. Para determinar a configuracio de medidas que fazem o
modelo responder notas médias com menor erro, foi implementado um sistema

utilizando as tabelas descritas no Apéndice 9.1. O esquema abaixo ilustra essa
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As imagens sdo divididas em dois grupos: um para treinamento (20
imagens) e outro para testes (20 imagens). 1
Seja C o conjunto de critérios estéticos C = {agradabilidade, cores,
originalidade, qualidade artistica, motivagdo}.
Seja M conjunto de todas as medidas calculadas das imagens. Este conjunto
¢ composto por Np= 152 medidas possiveis, sendo:
e 44 medidas texturais definidas na segdo 6.1.1, ou seja, 20 faixas do
histograma espectral espacial Sy, € 20 faixas do histograma espectral

direcional Sq;. Para cada um deles € calculada a média (,,, € u,, )
e o desvio padrdo (o, € 0 ).
e 64 medidas de complexidade descritas em 6.1.3, isto €, 20 escalas

de entropia, 20 escalas de varidncia e 16 raios de salsicha de

Minkowski. Além dos momentos de cada conjunto, ou seja, médias e
desvios padrbes das entropias (i, € 0, ), das variancias (4, €
Oy ) € das salsichas (4, e 0, ); inclui-se também a meia-vida da
variancia (/) e a dimensao fracionaria d.

e 44 medidas de contraste (se;g:io 6.1.2), isto €, 20 faixas do histograma
de contraste de cores Hc,,,e; e 20 faixas do histrograma de contrate
em niveis de cinza Hgn, além de seus respectivos momentos
estatisticos média € desvio padrdo: (LUc,., © Ocpe) © (Uepma €
O Cinza )-

As imagens para treinamento, bem como as de teste possuem d medidas. O

conjunto de medidas de cada imagem de treinamento é representado aqui por um

vetor i, =(uy,u;,-,uf) (k=1.20) e das imagens de teste como
V; =(v;,vi,+,v?) (7= 1..20). Os dois conjuntos de imagens possuem também notas
atribuidas pelos sujeitos. Sugere-se entdo representd-las como « as notas das
imagens de treinamento para o critério estético ¢ € C e como B; as notas das
imagens de teste. Os vetores de medidas i, e as notas a vdo servir como

parametros para o modelo, que consiste de uma hipersuperficie interpolando os
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pontos (%, ,a; ) no espago de medidas definido em RY em fungo de cada valor do
critério f,(#,) : R? + R atribuido pelos sujeitos humanos.

Uma vez obtida a hipersupejrﬁcie f.» a generalizacio ¢ conseguida
aplicando os vetores de medidas das N,ef,es;-20 imagens de teste ¥ '+ = 1. Niestes) a
ela, ou seja, f, (¥ ;) - Esse valor obtido é comparado com a nota média da respectiva

imagem. A comparagio ¢ realizada tomando a distancia (96) entre as respostas das

imagens e suas notas.

Erro =\/ PACACARY: 0% (96)

No grafico abaixo vemos um exemplo do resultado da aplicagdo f, (¥ ).

Cada quadrado na Figura 114 representa tma imagem de treinamento k (preenchido)

ou uma imagem de teste j (vazado). Para as imagens de treinamento os erros nio

existem pois sdo suas notas Q; que servem como parimetros para a generalizagio .
No entanto, as imagens de teste apresentam uma discrepancia entre suas notas B; e
suas respectivas generalizagGes f((ﬁi). O tamanho de cada discrepancia
J.(¥;)— B; ¢ representado pela linha vértical € o ponto em sua extremidade é o

resultado da generalizagdo para aquela imagem j especifica. Observe que a escala de

notas esta normalizada no intervalo [-1, 1].
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Figura 114 - Grafico que mostra o resultado de uma estimativa de critério estético para
40 imagens. Os quadrados preenchidos ﬁepresentam as notas médias das imagens
para treinamento; os quadrados vazados, as notas das imagens de teste e o ponto a
estimativa para a imagem de teste. A linha indica o erro da estimativa.

6.3 A Generalizacdo

A hipersuperficie ¢ obtida interpolando-se uma “thin-plate spline” (TPS)
multidimensional sobre os pontos (#, ,a; ). A interpolagdo multidimensional é uma
extensdo do caso bidimensional descrito na se¢éo 3.3.7 do capitulo 3.

Para o presente problema, o modelo almejado é um vetor de pesos @
representando o modelo matematico, que operado sobre as medidas das imagens de

teste v,, resultem em f_(v;). Isto pode ser conseguido de uma forma simples por

um sistema linear. Contudo esta solugio exf)ressaria um relacionamento incompativel
com a lei Weber-Fechner [GORDON, 1989].

Bookstein [BOOKSTEIN, 1989], resolvendo a equagdo diferencial parcial
conhecida como equacdo biharménica [POWELL, 1994] enfrentou um problema

variacional cuja solugio ¢ dada por polinémios splines da forma (97).

reinamento

fa@y= > w(i —ii,) 97)

Em (97), os wy indicam a suavizagio da base de fungdes radiais (FBR) ¢ e N

o numero de pontos disponivelis.
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A escolha da fungio ¢(jr)) pode ser realizada com uma certa liberdade,
porém a funcgo ¢(||r|)) = rzlog(r) [POWELL, 1994] é a que minimiza a energia de
dobramento de uma superficie e é chamada de “thin-plate spline” (TPS) devido a
essa propriedade. Aqui, » é a distancia considerando a norma do €spago em questio e

a distancia euclideana (98) ¢ a norma adotada para este trabalho.

d
r=li == 2 vy’ (98)
i=1
A abordagem considerada neste trabalho para TPS ¢é a apresentada em (Mees
et al., 1992), e permite graus de liberdade de tor¢do, adicionando um polindémio

linear @ -1 com um termo para cada dimensio de RY. Além disso, a adi¢do de um

termo escalar b permite a translagdo da FBR ¢(|r|) que servird como base para f(i7).
Estas adi¢bes, juntamente com imposicoes (100) sobre os limites de f(i),

viabilizam uma quantidade maior de solucdes e conseguem assim hipersuperficies

afins. Esta abordagem é chamada também de TPS afins e se apresenta em (99).

N treinamenio

f@y= > w(i-i, D+a @+ (99)

k=1

7
N treinamento

w,=0 e W-i=0 (100)
k=1 ‘
A equacdo em (99) pode ser vista como uma equacdo matricial que toma a

forma de (101). Observe que a hipersuperficie f.(#,)contém o mesmo valor das

notas para um determinado critério ¢, ou seja f, (i, ) = a;.

o] [0 B, - o gl i) | wy owy e ow, 1w

a, | | ¢ -, 0 o i =) |y wyy e owy, 1w,
G ¢(||171 iy ”) ¢(“ﬁ2 —ily ”) 0 Unp Uy, Ung 1 Wy
= u,, u,, Uy, 0 0 - 0 F0 a (101)
0 Uy Uy Uy, 0 0 0 :0)a,
' : 5 : 0:0
0 u, Uy Uy, 0 0 0i0 a,
o] [ [ R i S S OOJ_b_

Para efeito de simplicidade em (101), os indices do critério estético foram

suprimidos € Neinamento fO1 considerado apenas N. O indice d indica o nimero de
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medidas (ou atributos) que estio sendo usados para obter os pesos. A FBR pode ser

explicitada como (102).

p(a, ~ i) =[5, [ 10g((i, - .]) (102)
O problema ¢ reduzido, portanto, a um sistema linear (101) cuja solugéo ¢

dada por (103).

@l [o U 1w W @
ol={u” o0 ofa| > |a|=|U"” 0 0| |0| & @=Q'@  (103)
ol |1 o ofs bl |1 .0 o] |0

Uma vez obtido o vetor &@°, ele podera ser aplicado sobre as medidas das

imagens de teste v fornecendo-nos uma estimativa f, (v)para o critério estético ¢

(104). Novamente, para efeito de simplicidade, os indices do critério estético ¢ foram
suprimidos e N significa o numero de imagens de treinamento, ou seja, N = Ny cinamento

e M ¢ o niimero de imagens de testes (M = Njo5rc).

sG] [ ePi-ah -] o e -af) | v v o v (]

f(:@) _ ¢(llvz:—ﬁlll) ¢(|Ivz:—ﬁz||) ¢(v;:—ﬁ~lb Va Va vy - (104)

GO 9w -aD 8-z - 6 - | v V2 e ]

A aplicacgdo de @° para estimar f, (V) pode ser simplificada por (105).

ronl=le v 1 & f.(V)=aP (105)

> Q=

Temos agora uma maneira de geﬁeralizar um critério estético de imagens a
partir de um modelo construido com um cdnjunto conhecido de imagens. Além disso,
podemos avaliar o desempenho desse modélo utilizando (105).

Nem todas as Np medidas das imagens precisam ser usadas para a
generalizagdo. Na verdade o problema que se desenha ¢ selecionar as d medidas que
mais influenciam na generalizagdo com melhor desempenho, isto é, com o menor

erro. O objetivo passa a ser determinar a combinagio de medidas M, com o melhor
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desempenho na generalizagio do critério estético ¢. Apresenta-se, portanto um
problema combinatério cuja solugiio deve responder duas questdes:

(1) Quantas medidas sdo necessarias (dentre as Np disponiveis) para
interpolar os critérios estéticos cuja combinagio resulte no melhor
desempenho comparado com um outro conjunto arbitrario de imagens?

(2) Quais sao estas medidas?

Para termos uma nogfo do tamanho do problema, o niimero de combinagdes

a serem testadas ¢ dado pela soma das combinagdes (binémio de Newton) possiveis

em cada dimensfo. Deste modo, o espaco de busca contém a quantidade de

combinagdes dada por (106).

Np N ,
Z[ .DJ=2””—ND (106)

j=2

6.4 A Busca

Observando (106), vé-se que o espago de busca para este problema é
proibitivo com Np ja em torno de uma dezena. Conseqiientemente, uma estratégia de
busca efetiva deve ser aplicada. Virias estratégias de busca existem na literatura,
todas com vantagens e desvantagens. Métodos como “for¢a bruta”[GEN & CHENG,
1997], algoritmos evolucionarios [BACK, 1996], “simulated
annealing”[KIRKPATRICK et al., 1983], ou buscas de subida/descida de montanha
(uphill/downhill) [GEN & CHENG, 1997}, ou ainda estratégias hibridas como “¢abu
search”[GLOVER & LAGUNA, 1997], tém sido propostos. O problema implicado
pelo modelo adotado é caracterizado pelos seguintes aspectos: (1) o espaco de busca
¢ desconhecido; (2) a solugio pode ndo ser vinica o nem existir; (3) ha um objetivo
claro (i.e., minimizar o erro da estimativa do critério estético). Estas caracteristicas
fazem do algoritmo genético (GA), proposto por Holland e que simula a estratégia do
processo de evolugio Darwiniano [HOLLAND, 1962], uma boa escolha. Desde a
abordagem original de Holland, uma grande quantidade de diferentes abordagens ¢
aplicagdes tem tornado GA um algoritrn§ de busca muito popular. Particularmente, o
GA adotado neste trabalho corresponde aluma das variantes mais simples e é descrito

em [GOLDBERG, 1989] ¢ [GEN & CHENG, 1997]. (veja segto 3.3.6).
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A populagio ¢ formada por cromossomos que representam individualmente
um conjunto de medidas (vetor de atributos) ou combinag@o de medidas que deve ser

testado e generalizado. Seja X, = {b,b2 ---b,;,b} um vetor binario, cujos elementos (ou

genes) podem assumir dois estados: b, = 0 quando a medida deve ser desconsiderada
e by = 1 quando a medida deve influir no resultado da generalizagio. Deste modo, Np
¢ o numero maximo de medidas sendo consideradas simultaneamente.

A populagdo pode ser inicializada aleatoriamente ou considerando algum
conhecimento sobre a solugfo. Portanto, para evolugdes partindo de uma
inicializag@o aleatdria verificou-se que os !cromossomos selecionados eram aqueles
cujo numero de medidas consideradas eram préximos de 15. Com o intuito de deixar
a evolucio mais rapida, inicializou-se a populagdo com cromossomos considerando
10 medidas tomadas aleatoriamente.

Conforme j4& observado, o objetivo é minimizar a distincia entre as notas
atribuidas por humanos e os critérios estéticos modelados. Esta distanica serve como
um pardmetro de qualidade da generalizagido efetuada pela interpolagio TPS
conforme descrito anteriormente ¢ formulada por (96). Ela servird também como
fungdo objetivo ¢(X,) para avaliar uma combinagdo particular de d medidas em
teste de um cromossomo. |

Depois de avaliados, os cromossc;mos sdo dispostos em ordem ascendente
de ¢(X;) e aprimeira metade ¢ selecionada para a recombinagio. Esta recombinacéo
¢ realizada por dois tipos de operadores e{rolucionérios: 0 cruzamento € a mutagao.
Com o intuito de obter uma convergéncia ﬁlais rapida sem comprometer a qualidade
da solugdo, foi escolhido o cruzamento multi-pontos [GOLDBERG, 1989]. Ja a
mutacdo ¢ uma simples mudanga no estado binario do gene. O processo continua até

que se chegue a um cromossomo cuja valor da fungo objetivo @(X;) seja adequado

ou que a variancia das fun¢des objetivos de uma populagio seja proxima de zero.

6.5 Aplicando o modelo

O processo de modelamento foi realizado para todos os critérios estéticos
em C. Antes do treinamento, foi necessario testar a Base de Fungdes Radiais (FBR) a
ser usada na interpolagdio. Embora a TPS apresente propriedades desejaveis

assegurando uma superficie que inclua todos os pontos interpolados, em
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aprendizados ¢ também desejavel uma superficie que apenas aproxime, ji que o

ajuste total representaria uma solugfio tinica ou muito limitada. Mees [MEES et al.

1992] adverte sobre mas escolhas para a fungdo de interpolagdio ¢(|r|]). Algumas
dessas escolhas podem gerar mais erros que outras na solugdo do sistema linear em
(101). Foi dedicada uma atengiio especial em fungdes obtidas variando apenas o
expoente da FBR e para isto foi implementado um pequeno ambiente para teste do
comportamento da fungio variando esse expoente (veja Figura 115) incluindo um

visualizador da superficie. |

0.300 0.100 0.200
“4R3 _ |0.200 0.500 1.000
“IR4:_ [0.000 -0.300 0.790
~|RS . |-0.400 0.200 0.600 g
|R6  -|0.300 0.000 1.000

|RZ___]o.100 -0.200 NN

Figura 115 - Janela do aplicativo'para testar a TPS.

A consisténcia do sistema linear que provém da interpolagdo (101), foi
verificada durante as evolugdes do GA desconsiderando as combinagdes que
geravam casos inconsistentes. Estes acontecem quando existem pontos colineares
entre os pontos a serem interpolados. Quando isso acontece, o individuo nio
prosseguira em outras geragdes, a niio ser que sofra alguma recombinacio.

Para avaliar o desempenho dos resultados obtidos com o algoritmo genético
(GA), foi realizada uma selecdo por ‘iforg:a bruta” das medidas, isto &, todas as
combinagdes possiveis tomadas duas e trés medidas foram consideradas nesta

investigacdo. Somente o critério estético agradabilidade foi considerado para este
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experimento. Os histogramas da distancia euclideana entre a resposta interpolada € a
resposta do sujeito humano (96), ou seja, 0 erro da estimativa, foram calculados para
os seguintes casos de fungdo de interpolagdo: (a) ¢(||r|)) = ; (b) d(7]) = *log(r); (c)
o(l7) =7 e (d) o(lrl) = #”*. Estes expoentes foram escolhidos em fun¢io de um
intervalo no qual a superficie torna-se mais suave conforme aumenta o valor do
expoente. Existe ainda um compromissp entre a exatiddio da interpolagdo e a
superficie de minima distincia. Ou seja, ou todos os pontos pertencem a superficie
interpolada ou esta superficie ¢ aquela de minima distancia quadratica dos pontos.
Estes expoentes poderiam ser testados em um intervalo continuo. Neste caso, os
histogramas da Tabela 2 e da Tabela 3 corresponderiam a cortes em uma superficie

de erro para suas respectivas quantidades de medidas.

Tabela 2 - Histogramas de erros para originalidade, usando o método de forga bruta para combinar
duas medidas ‘
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As distribuigdes obtidas foram comparadas e os histogramas resultantes sio
mostrados na Tabela 2 e na Tabela 3. E facil perceber que nos resultados obtidos para
o(IFD =r € ¢(lr)) = #* ha um intervalo de erro, isto &, 2.5 < Erro < 4.5, permitindo

erros menores para ambas as dimensdes testadas do espaco de busca (2 e 3
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dimensdes). Contudo, para ¢(||r||)=r21pg(r) e ¢(lrH) =7, os valores de erros da
estimativa maiores tornam-se mais freqiientes conforme advertido por Mees et al. em
[MEES et al., 1992]. Para 7, os erros mais altos sfo provavelmente causados pela

suavidade imposta pela fungio. ‘

Tabela 3 - Histogramas de erros para agradabilidade usando o método de forga bruta para combinar
trés medidas.

Number of E valuations ¥ 1000 Number of E valuations % 1000
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Além dos histogramas de erros, a investigacio sobre o método “forca bruta”
forneceu-nos uma abordagem sobre as medidas selecionadas e os erros minimos para
os casos de duas e trés medidas mostradas na Tabela 4 e na

Tabela 5, respectivamente. Estas tabelas mostram que o contraste de cores
para o intervalo do histograma 229.5 < H_ores < 242.25 foi sempre escolhido como
uma das medidas.

Conforme explicado nas segdes anteriores, na abordagem adotada para
modelamento ¢ desejavel reduzir o niimero de medidas usadas. Contudo, mesmo n3o
considerando o numero de medidas na fungdo objetivo, poucas medidas (entre 14 e
18) foram selecionadas. Verificou-se também que o numero de medidas selecionadas

ndo varia muito ao longo de repetidas evolugdes considerando condi¢des iniciais
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aleatorias. A evolugdo se deu em 225 geragGes e foram realizadas sobre uma
populagdio aleatéria, porém restringindo o numero de medidas combinadas
incialmente. As inicializa¢Ges aleatérias  implicaram uma evolucdo lenta, mas
convergiram para nimeros similares de medidas e valores da fungio objetivo (erros
das estimativas). Varios numeros de coml;inagﬁes iniciais foram tentados, mas 10

combinagdes iniciais levaram a evolugdes mais rapidas.

Tabela 4 - As medidas selecionadas com o método “forga bruta” e os erros minimos
para as varias FBRs consideradas como fungdes interpolantes (considerando
duas medidas).

FBR &(|d) Medidas Selecionadas Erro Minimo
Histograma de Histograma Espectral
Contraste RGB Espacial
rslogr (2295 < d < 242.25) (079 <5 <0.94) 1.1562
Histograma de Histograma Espectral
Contraste RGB Espacial
r (229.5 < d < 242.25) (1.88 <5< 2.04) 1.1467
Histograma de Histograma Espectral
Contraste RGB Direcional
P (2295 < d < 242.25) (0.1 <5<0.125) 1.3405
Histograma de Histograma Espectral
i Contraste RGB Espacial
I (2295 < d < 242.25) (2.83 <5< 2.98) 1.0750

Tabela 5 - As medidas selecionadas com o método “forga bruta” e os erros minimos para as varias
FBRs consideradas como fungdes interpolantes (considerando duas medidas).

FBR o(||A1) Medidas Selecionadas Erro Minimo
Histograma de Histograma de Histograma Espectral
Contraste RGB Contraste RGB Direcional (em rad)
rlogr (1785<d<191.25) | (216.75x<d<2295) (236 <5<251) 0.9815
Histograma de Histograma Espectral Histograma Espectral
Contraste RGB (229.5 Egpacial Direcional (em rad)
r <d<242.25) (Variancia) (047 <5<062) 0.8895
Histograma de Histograma de Histograma Espectral
Contraste RGB Contraste RGB Direcional
r (229.5 < d < 242.25) (Variancia) (Variancia) 1.0374
Histograma de Histogmha Espectral Histograma Espectral
Contraste RGB Direcional (em rad) Espacial
r (2205<d<242.25) | (0.47 £d<0563) (Variancia) 0.9250

A Tabela 6 mostra as estimativas obtidas pela melhor solu¢do com respeito
a cada critério estético. A sequéncia de imagens no eixo horizontal é obtida pela
ordenagio das imagens em termos das notas médias (do experimento psicofisico).
Estas notas sdo representadas por quadrados, os quais aqueles preenchidos
representam as imagens usadas para treindmento € os quadrados vazados + pontos

correspondem as imagens de teste com sua respectiva estimativa. O nimero da
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seqiiéncia no topo e em baixo de cada grafico representam o cddigo das imagens

consideradas.

Tabela 6 - Erros para o treinamento de agradabilidade, cores, originalidade, qualidade artistica e

motivagio. ‘
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O algoritmo genético, usando a representag@o binaria das medidas pelos 152
genes para cada cromossomo evoluiu com uma populagio de 200 individuos.
Evolucdes independentes foram realizadas para cada critério estético. A taxa de
mutagio foi 0.01 e a de cruzamento 0.7. O crossover multiponto quebra os
cromossomos em oito pontos. Embora tenha sido usado como condigio de parada o
critério de convergéncia (variancia da fungdo-objetivo), para efeito de padronizagdo
dos resultados para os 5 critérios estéticos, adotou-se a evolugio de 225 geragdes.

Os resultados das evolugdes tém mostrado um bom desempenho para alguns
critérios estéticos e razoaveis para outros. Desempenhos similares foram obtidos pelo
método de for¢a bruta. Critérios estéticos como originalidade e qualidade artistica
tém sido mais receptivos ao modelo adotado, produzindo mais concordancia com o
experimento psicofisico. Este sucesso foi caracterizado em termos do numero de
medidas selecionadas € o menor erro da estimativa (fungZo objetivo), ou seja,
pequenos erros revelam uma boa concordéncia entre as notas originais € a estimativa
para os critérios estéticos. Embora a Tabela 6 n3o identifique as medidas obtidas com
a evolucio do GA, as medidas seleciobadas pelo método “forca bruta” estdo
presentes na Tabela 4 e na

Tabela 5. O intervalo do histograma do contraste de cores (entre 229.5 e
242.25) e intervalos do descritor espectral (direcional e espacial) foram os mais

fregiientemente escolhidos.

Tabela 7 — Demonstrativo de trés execugdes para os critérios em C. AGR: agradabilidade;
COR: cores; ORG: originalidade; QLD: qualidade; MTV: motiva¢do. Os nimeros nos
circulos indicam cada evolugdo do algoritmd genético.

AGR COR ORG QLD MTV

@ 1,1 1,07 0,72 0,76 1,04

fimess | @ 1,02 1,34 0,73 0,73 1,08
©) 0,78 0,77

] @ 226 227 200 211 233

n-geragoes | @ 226 243 226 226 245
©) 226 226

® 14 16 12 18 14

n® atributos | @ 17 14 16 14 16
©) 16 16

Foram realizadas evolucdes para cada um dos critérios em C. Os critérios

Originalidade (ORG) e Qualidade Artistica (QLD) obtiveram os menores erros com
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trés evolugdes. O numero de atributos selecionados para cada um dos critérios
oscilou pouco em um pequeno intervalo, entre 12 ¢ 18 em um universo de 154. O
menor deles foi 12, obtido com o critério Originalidade (ORG). Para essa mesma
evolugdo com 200 geragdes resultou o menor erro (0,72). Para obter um modelo
robusto ¢ interessante que poucos atributos sejam selecionados. E importante
ressaltar que este erro é calculado em um espaco cuja dimensio é a do ntimero de
atributos selecionados.

A entropia nio foi dos atributos mais influentes na composi¢do dos critérios
macro-esteticos. A motivagio (MTV) e a.originalidade (ORG) sio os critérios menos
influenciados por esse atributo. A complexidade caracterizada pela entropia parece
ndo ser importante na defini¢io destes critérios e de certa forma, corrobora os dados
para 2 e 3 atributos da Tabela 4 e da

Tabela 5.

Tabela 8 — Resultado de duas e ttés evolugdes do GA para o atributo
entropia. |

AGR COR ORG QLD MTV
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A variincia influenciou principalmente os critérios agradabilidade (AGR) e
originalidade (ORG). Contudo essas influéncias foram concentradas em cada
evolugdo. Para AGR, a execugdo @ foi bastante influenciada. J4 para ORG, a

execugdo @ determinou um conjunto concethrado de escalas.

Tabela 9 - Resultado de duas e trés evolugdes do GA para o atributo

variancia.
Variancia
AGR COR ORG QLD MTV
mn @ @ 0]
¢’ @0 @
meia-vida
0
1 @
2 O] O]
3
4
5
6 @
7
8 @ @
9
10 ®
11 ®
12 ©)
13 @ ©)
14 @
15 @
16 @
32 @ . @ @
64 ' ©)
128 : )

As salsichas de Minkowski s3o os atributos menos influentes, como se pode

perceber na Tabela 10.
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Tabela 10 - Resultado de duas e/trés evolugdes do GA para as salsichas
de Minkowski.

Salsichas de Minkowski
AGR COR ORG QLD MTV

@

U
3
c

dim. frac.
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©
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©

i i
[S NP NI RE )
®

N
()]

O descritor espectral espacial revelou-se um dos atributos mais influentes no
experimento. Além disso, na Tabela 11 percebe-se uma concentragio de escolhas em
determinados intervalos. Por exemplo, a origem, ou seja, as freqiiéncias espaciais
mais baixas influenciam fortemente. Regides de freqiiencias mais altas também
influiram, contudo de maneira menos concentrada em um intervalo especifico. Este

resultado indica o papel do tamanho das estruturas texturais de uma imagem.



Tabela 11 - Resultado de duas e trés evolugdes do GA para os descritores
espectrais espaciais.

Descricao Espectral Espacial

AGR COR | ORG QLD MTV
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o

@
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. ! . . . .
A Tabela 12 mostra os descritores espectrais direcionais. Percebe-se uma

certa preferéncia para duas regides de di‘rrec;ﬁo: entre 0 e 0.7854 radianos ¢ entre

1.7279 e 2.6704 radianos.
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Tabela 12 - Resultado de duas e trés evolugdes do GA para os descritores
espectrais direcionais.

Descricao Espectral Direcional
AGR COR ORG QLD MTV

u
3
o

0,000 ‘ O)
0,1571 ‘
0,3142
0,4712 0] @
0,6283 @ 0J6)
0,7854
0,9425
1,0996
1,2566
1,4137
1,5708
1,7279 ©)

1,8850 ®
2,042 @ 0J©)

2,1991
2,3562 @ @
2,5133
2,6704 @
2,8274
2,9845

©
S)

©
®

Os atributos de contraste sio também bastante influentes. No caso do
contraste em niveis de cinza, sio distribuidos pelos critérios, ou seja, so influentes,

porém em diversos intervalos.
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Tabela 13 - Resultado de duas e trés evolugdes do GA para contraste de
niveis de cinza.

Contraste em Niveis de Cinza

AGR COR . ORG QLD MTV

U
c? @

00,00 O]

12,75 ®
25,50 O]

38,25 O

51,00
63,75
76,50
89,25
102,00
114,75
127,50
140,25
153,00 \
165,75 @ ®
178,50
191,25
204,00 @ O)
216,75
229,50
24225
255,00

o]0 O]

00 |0

SHS
®

© 6
S,

O contraste de cores apresenta influéncia para critérios de originalidade
(ORG), qualidade artistica (QLD) e motivagio (MTV). A agradabilidade (AGR) n3o
foi incluenciada pelo contraste de cores, pelo menos nesse experimento. O mais
interessante é que o equilibrio de cores (C(SR) sofreu pouca influéncia desse atributo.
O unico intervalo que influencia é o de li:)aixo contraste, ou seja, regides de cores

uniformes, mesmo assim em apenas uma execug3o.
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Tabela 14 - Resultado de duas e trés evolugdes do GA para contraste de
cores.

Contraste em Cores

AGR COR ORG QLD MTV

N

2
&)

00,00 @ ®
12,75 ‘

25,50
38,25
51,00
63,75
76,50
89,25 ®
102,00 ® @0
114,75
127,50 DO

140,25 @ @0

153,00 0]
165,75 @®

178,50 @0

191,25
204,00 00 06
216,75
229,50
24225 O]ele)
255,00
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6.6 Comentarios e conclusdes

Textura, contraste, informagio Lvisual ¢ outras propriedades da imagem
podem ser quantificadas por uma grande diversidade de medidas. Contudo, para
inferir seu relacionamento com a percepg:éo visual humana é necessaria alguma
atencdo. O modelamento da percepgio vi?ual humana € um problema complexo que
deve ser resolvido em varias frentes (neufociéncia, psicologia, visdo computacional,
teoria da informagdo entre outras). A abordagem apresentada representa uma
tentativa de integrar varias destas possibilidades. Um dos problemas de abordagens
desse tipo é que as medidas importantes nio sio conhecidas a priori. Aqui, foi
considerado um conjunto de medidas que, dada sua natureza, poderiam desempenhar

um papel importante no modelo da percep¢io. Na verdade, um dos resultados
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permitido pelo modelo ¢ inferir, dado um conjunto de medidas, quais sio as mais
relevantes.

Um dos resultados mais importantes desse trabalho tem sido a verificagdo de
que modelos razoavelmente bons de percep¢io visual humana podem ser obtidos
pela abordagem apresentada. Isto é particularmente surpreendente, Jj& que tais
critérios estéticos sdo intensivamente afetados por fatores subjetivos como
preferéncias pessoais e tendéncias culturais. Por outro lado, as qualidades
consideradas certamente confirmam, conforme sustentado pelos experimentos,
alguns atributos visuais basicos e compartilhados pela maioria das pessoas como
complexidade e equilibrio. Este resultado é particularmente relevante para o objetivo
inicial de usar a abordagem adotada como um modelo estético preditivo, seja em

diagnosticos, seja em avaliagdes de home-pages.
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7 CONCLUSOES

Este trabalho apresentou técnicas de mineragiio de dados aplicadas ao
problema de analise de imagens. Um conjunto de técnicas foi revisado com a
proposta de uma taxonomia. Um dos combustiveis para sistemas baseados em
conhecimento sdo os atributos. Assim, novas abordagens de extracio de atributos
foram propostas. Exemplos de aplicagdes para analise de imagens foram explorados
ilustrando o potencial apresentado por abordagens baseadas em conhecimento para
este tipo de enfoque.

Uma nova técnica baseada em campos eletrostaticos [GRIGORISHIN et al.,
1996] para identificacdo de saliéncia em formas bidimensionais foi proposta. Embora
computacionalmente inviavel para aplicagdes que exijam pequeno tempo de
execugao, os resultados aplicados a formas neurais apontam para um método bastante
robusto, principalmente se comparado ao uso da curvatura na detecgio de saliéncias.
A aplicagdo da abordagem para estudo de interagdes entre formas foi estudada, com
potencial aplicagio em modelos para crescimento de axénios. Esta aplicagdo pode ser
tambem usada para anélise de imagens em movimento, ja que detecta a aproximago
de corpos em cada ponto do contorno.

A esqueletonizagido multi-escalas sem deslocamento de bordas foi abordada
a partir de novas métricas. Inicialmente introduzida a partir da métrica euclideana e
com limitagdes quanto ao tempo de execugdo, as novas métricas permitem uma
maior flexibilidade quanto as propriedades do método. Assim, pode-se abrir mio de
propriedades como isometria, em fungfio de um menor tempo de execucdo. Muitas
propriedades esqueletais permaneceram valendo para muitas das métricas de

Minkowski e Chamfer. Dentre estas propriedades estio: (1)a preservagio da
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topologia e da homotopia da forma original no esqueleto; (2) uma estrutura multi-
escalas; (3) reconstrugdo sem deslocamento de borda.

As estruturas multi-escalas, em particular, permitem que se construa
atributos e descritores (dendrogramas) que podem ser usados na mineragio de dados
aplicada a anilise de formas. Para uma métrica especifica: a chessboard, foi
construido um algoritmo répido para a construcdo da estrutura multi-escalas do
esqueleto. Embora ndo seja invariante a rotagio, o método pode ser aplicado sem
problemas em formas ramificadas.

A andlise de formas foi abordada nesse trabalho em duas frentes. A primeira
utiliza-se de um sistema baseado no conhecimento de um operador especialista na
identificacdo de extremidades e ramificagdes em neurdnios ganglionares da retina de
gatos. Esta abordagem utilizou técnicas de mineragdo de dados para calibrar
parametros de limiarizagdo, suavizagio e equalizagio da curvatura a partir de
atributos globais da forma. Os resultados obtidos foram encorajadores no
prosseguimento de aplicagio da abordagem em imagens médicas e laboratoriais tais
como: tragados cefalométricos e hemogramas. A generaliza¢do de uma forma usando
parametros globais permite que as aplicacdes, uma vez treinadas, sejam
extremamente rapidas e eficazes. Isso é possivel selecionando-se parametros globais
baseados no seu baixo custo computacional.

A segunda frente aborda o desenvolvimento de um detector de saliéncias a
partir da estrutura do esqueleto multi-escalas da forma proposto por Costa e Estrozi
[COSTA & ESTROZI, 1999]. O detector de saliéncias apresenta uma robustez
controlada por apenas dois pardmetros. Além disso, o tempo de execugio é reduzido,
J& que o processo de esqueletonizagio se da apenas em uma vizinhanga ao contorno.
A viabilidade da aplicagio das novas métricas estudadas na se¢do 4.2 é proposto
como trabalho futuro ¢ pode tornar o método rapido o suficiente para ser aplicado em
sistemas dedicados. O estudo de tempos de execugdo mostrou essa viabilidade
indicando que a maior parte do processo é tomada pelo célculo da transformada
distancia.

As duas frentes apresentadas acima podem ser utilizadas em conjunto. Por
exemplo, os pardmetros do detector de saliéncias podem ser calibrados para

aplicagdes especificas, com o intuito de aumentar a acurécia dos pontos detectados.
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A analise pictérica também foi estudada no ambito de sistemas baseados em
conhecimento. Uma aplicagdo de avaliagio estética de home-pages foi desenvolvida.
Esta aplicacdo permitiu selecionar atributos que influenciam critérios estéticos
subjetivos. Néo houve atuacio explicita sobre o processo de selego de atributos, por
exemplo, com penalidades sobre o numero de atributos selecionados. Deste modo, o
sistema construido descobriu um compromisso entre os erros da aplicagio de uma
combinacdo de atributos com a quantidade de atributos selecionada. O sistema
apontou preferéncias a determinadas medidas da imagem relacionadas ao contraste e
descritores texturais. Conclui-se, portanto que € vivel a construciio de um sistema
que implemente um fluxo continuo entre o experimento, a avaliagio e a selecdo de
atributos resultando em uma avaliagZo artificial da qualidade de imagens.

O espectro de aplicagdes desse tipo de abordagem é amplo. O meio de
comunicagdo visual tem se tornado extremamente influente. A avaliagio de critérios
subjetivos pode ser estendida a outras midias visuais como jornais e publicidade
impressa. Estudos sobre a avaliagdo de qualidade de imagens degradadas por
processos de compressio podem ser avaliados utilizando sujeitos representativos em
uma populagdo. Este processo pode ser util no desenvolvimento de dispositivos de
comunica¢io com alto trifego de imagens ou até mesmo na avaliagio e atuacao no
trafego de dados provenientes de processos multimida em redes de alta velocidade.
Sistemas de diagndstico por imagens podem utilizar dessa abordagem para armazenar
corthecimentos de um especialista (um patologista, por exemplo) e auxilid-lo no
diagndstico a partir de imagens de laminas histoldgicas. Sistemas de monitoramento
que resultem em tomadas de decisio também podem ser auxiliados por sistemas de
analise pictdrica baseados em conhecimento. Um exemplo: sistemas de controle de
trafego com monitoramento por cAmeras.

Novos desenvolvimentos devem ser adicionados a aplicaciio de avaliagdo
estética de home-pages. Estes desenvolvimentos viabilizam e aperfeicoam a
abordagem apresentada. Abaixo seguem listados alguns desenvolvimentos.

* Analise dos atributos para modelos de atenciio visual em home-pages.

* O método de Monte Carlo pode ser utilizado para generalizar a analise de

atributos por “forca bruta”, construindo assim histogramas de erros para

mats combinagdes de atributos.
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* O experimento psicofisico deve ser aperfeigoado para que os individuos
sintam-se mais estimulados a participar do experimento ¢ garantindo
assim uma amostra mais representativa do conhecimento. Este
aperfeicoamento pode ainda incluir o desenvolvimento de um ambiente
de experimentos que possa ser facilmente difundido.

* Desenvolver uma home-page que permita a adi¢do sugerida de home-
pages ao conjunto de testes e treinamento. Este seria um passo na dire¢do
de da construgio de uma avaliagfio estética on-line.

e Investigar outras midias ligadas & comunicagdo visual ou de
manifestacdes artisticas como pinturas.

* Permitir que os modelos variem o conjunto de individuos. Para 1850,
deve-se alterar o experimento para que os individuos adicionem suas
informagdes econdmico-sociais ou que estas sejam capturadas por
sistemas automaticos.

¢ Relaxar o modelo de generalizacdo. Esta relaxacdo permitiria definir o
grau de liberdade com o qual o modelo serd construido. Isto pode ser
realizado variando o expoente da fungio de base radial (thin-plate
spline).

» Testar outras abordagens de generalizagio. Um exemplo seria a
abordagem de mapas auto-organizaveis (SOM) que serviriam ao mesmo

tempo para generalizar e “aprender” os atributos mais influentes.
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9.1 Relacoes

dmnAnswers(email, code, xaverage, yaverage, ntagrad, ntqually, ntcolor, ntorigin,

ntmotiv, tmexplore, blnum, bllink, blpersons, cthomepg)

email: endereco eletronico do sujeito

code: c6digo da imagem

xaverage, yaverage: ponto de maior atenggo definido pelo sujeito
ntagrad: nota sobre prazer visual

ntqually: nota sobre qualidade artistica

ntcolor: nota sobre o equilibrio no uso das cores

ntorigin: nota sobre a originalidade da pagina

ntmotiv: nota sobre a motivago para continuar navegando
tmexplore: tempo estimado pelo sujeito para explorar toda a pagina
blnum: resposta sobre a visualizagio de digitos

bllink: resposta sobre a visualizagio de hipertextos

blpersons: resposta sobre a visualizagdio de imagens ou desenhos de pessoas
cthomepg: tipo de home page (comercial, institucional, pessoal)

imgWeb(code, image, class, width, height, ncolors, map, select)
code: cddigo identificador da imagem:;

image: um atributo BLOB contendo o mapa de bits da imagem;
width, height: dimensdes largura e altura da imagem;

ncolors: profundidade de cores em bits;

map: mapa de cores utilizado;

select: indicador de imagem selecionada.

dmnSpc(code, radscl, angscl, raddta, angdta, npoints)
code: cédigo identificador da imagem;

radscl: escala para o descritor espectral espacial;
angscl: escala para o descritor espectral direcional;
raddta: dados para o descritor espectral espacial;
angdta: dados para o descritor espectral direcional;
npoints: nimero de dados.

dmnEnt(code, scale, data, npoints)
code: codigo identificador da imagem;
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scale: escala para a entropia;
data: dados para a entropia;
npoints: numero de dados.

dmnVar(code, scale, data, npoints)
code: cddigo identificador da imagem;
scale: escala para a variancia;

data: dados para a variancia;

npoints: nimero de dados.

dmnFrc(code, scale, data, fredim, npoints)
code: cddigo identificador da imagem:;
scale: escala para a salsicha de Minkowski;
data: dados para a salsicha de Minkowski;
Jredim: dimenséo fraciondria;

npoints: nimero de dados.

dmnCnt(code, scale, gr_data, rgb_data, rdata, gdata, bdata, npoints)
code: cbdigo identificador da imagem;

scale: intervalo do histograma de contraste;

gr_data: dados para o contraste em niveis de cinza;

rgb_data: dados para o contraste de cores;

rdata: dados para o contraste em niveis de vermelho;

gdata: dados para o contraste em niveis de verde;

bdata: dados para o contraste em niveis de azul;

npoints: nimero de dados.
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9.2 Entropia e Variancia Multi-escalas
Cada uma das imagens abaixo apresenta duas medidas multi-escalas: o
grafico na parte superior corresponde a entropia multi-escalas € o da parte inferior a

varidncia multi-escalas.
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9.4 Imagens de home-pages utilizadas no experimento de analise pictorica
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9.5 Notas médias para cada imagem da secfio anterior

AGR = agradabilidade; COR = equilibrio de cores;

QLI = qualidade artistica; ORG = originalidade; MTV = motivagio

imagem AGR COR QL ORG MTV
1 5,3 4.9 4,2 4.4 4.4
2 6,6 6,1 6,0 5,3 6,0
3 7,0 7,1 6,7 6,0 5,9
4 5,4 5,6 53 4,6 5,3
5 6,4 6,3 5,6 6,0 5,6
6 7,6 6,7 6,7 4.4 59
7 5,6 5,6 52 4.8 54
8 6,6 6,1 6,3 6,1 6,7
9 5,8 5,1 54 4.9 4,1
10 6,6 5,7 6,7 6,2 5,8
11 6,3 6,3 6,7 6,4 6,1
12 6,7 6,1 57 5,8 5,9
13 7.1 6,8 6,6 6,2 59
14 6,9 6,4 6,4 6,1 6,6
15 6,1 5,6 5,4 5,1 6,6
16 6,6 6,6 6,6 6,2 6,7
17 6,0 5,7 5,7 5,2 4,9
18 5,9 5,6 5,0 4,6 4,9
19 59 6,2 5,8 4,9 5,6
20 7,2 6,6 7,6 6,9 6,8
21 6,6 3,9 6,2 6,1 6,0
22 5,4 5,3 5,0 5,0 4,8
23 6,8 6,6 6,6 6,2 5,8
24 7,6 7.1 7.8 7.7 6,8
25 6,4 6,3 59 52 6,1
26 7,7 7,4 7,6 7.4 6,9
27 6,1 6,1 54 5,1 5,0
28 6,1 6,2 6,1 5,9 5,3
29 5,1 5,0 54 5,1 4,7
30 6,8 6,7 7,2 6,6 6,3
31 5,7 5,9 52 4,3 4,7
32 7,6 7.1 7,2 6,9 6,6
33 7.6 7,3 7,2 7,3 6,2
34 54 4,8 4,6 3,8 4.6
35 6,4 7.1 6,8 6,1 6,0
36 6,2 5,3 54 5,2 6,0
37 5,9 3,6 6,2 59 5,8
38 6,8 6,7 6,6 6,7 6,6
39 5,8 4.9 4,0 4,7 5,7
40 7,4 7,0 7,7 6,6 6,9
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