Mateus Ymanaka Barretto

Aplicacao de maquinas de vetor de suporte e
modelos auto-regressivos de média moével na

classificacao de sinais eletromiograficos

Dissertacdo apresentada a Escola
Politécnica da Universidade de Sao
Paulo para obtencgao do titulo de Mestre
em Engenharia.

CONSULTA S30 Paulo
FD-4875 2007



Ficha do Aluno https://sistemas.usp.br/janus/alunoGeral/defesa/relatorioDefesalmp...
e
Fanus

Universidade de Sao Paulo

RELATORIO DE DEFESA

Aluno: 3142 - 3508996 - 3 / Pagina 1 de 1

Relatério de defesa piblica de Dissertacdo do(a) Senhor(a) Mateus Ymanaka Barretto no Programa: Engenharia
Elétrica, do(a) Escola Politécnica da Universidade de Sdo Paulo.

Aos 10 dias do més de dezembro de 2007, realizou-se a Defesa da Dissertacdo do(a) Senhor(a) Mateus Ymanaka
Barretto, apresentada para a obtencdo do titulo de Mestre em Engenharia Elétrica - Area: Sistemas Eletrénicos,
intitulada:

"Aplicacdo de maquinas de vetor de suporte e modelos auto-regressivos de média mével na classificacdo de sinais
eletromiograficos"

Apés declarada aberta a sessdo, o(a) Sr(a) Presidente passa a palavra aos examinadores para as devidas
argiligbes que se desenvolvem nos termos regimentais. Em segulda, a Comliss&o Julgadora proclama o resultado:

Nome dos Participantes da Banca Vinculo do Docente Sigla da Unidade ﬁsultado

Cinthia Itiki Presidente EP - USP P’W

— ) PP e Andre Fabio Kohn Titular EP - USP s 75 v ol
T Mauro Roberto Ushizima Titular Externo Cx W y:,,d.a——

Resultado Final: « PPROVIPED

Parecer da Comissé&o Julgadora *

O Q.E)l\ncﬂ.c,ab._k’ -\-M—L&w ; s coé‘l_&, o C;/_sau,ncs/vo 2

S Go- Qo Lmqbe-ndw e &M\m Jo_. ba/\r\-c«“\ oL O
m O presento boa 2 ANBUDgSEA MR ANEO-
Eu, Elisabete Aparecida Fernandes da Silva Ramos 5 fucehe. Dé,w-—\ , Técnlco

Académico, lavrei a presente ata, que assino juntarfiente com os(as) Senhores(as). Sdo Paulo, aos 10 dias do més
de dezembro de 2007.

I P Ty Dy Wlop

Andre Fabio Kahn Mauro Roberto Ushizima

ORZ e e
Cinthia Itiki

Orientador(a)

* Obs: Se o candidato for reprovado por algum dos membros, o preenchimento do parecer é obrigatério.

e —

Presidente da Col séld}ﬂys—araduacao
Prof. D7, Paulo Eigi Miyagi

Presidente da Comislo de Pis-Gratussin

ldel 7/12/2007 11:34



Mateus Ymanaka Barretto

Aplicacdo de maquinas de vetor de suporte e
modelos auto-regressivos de média mbvel na

classificacdo de sinais eletromiograficos

Dissertacdo apresentada a Escola
Politécnica da Universidade de Sao
Paulo para obtencéo do titulo de Mestre
em Engenharia.

Area de Concentragao:
Sistemas Eletrénicos

Opcao:
Engenharia Biomédica

Orientadora:
Cinthia Itiki

Séao Paulo
2007



FICHA CATALOGRAFICA

Barretto, Mateus Ymanaka

Aplicacéo de maquinas de vetor de suporte e modelos auto-
regressivos de média mével na classificacéo de sinais eletro-
miograficos / M.Y. Barretto. -- Séao Paulo, 2007.

78 p.

Dissertagao (Mestrado) - Escola Politécnica da Universidade
de Sao Paulo. Departamento de Engenharia de Telecomunica-
¢oes e Controle.

1.Eletromiografia 2.Modelos lineares 3.Redes neurais I.Uni-
versidade de Sao Paulo. Escola Politécnica. Departamento de
Engenharia de Telecomunica¢des e Controle Il.t.




aos meus pais politécnicos, que foram sempre um exemplo de vida.



Agradecimentos

A Profa. Cinthia por todas as oportunidades que me proporcionou de
aprendizado, desenvolvimento e crescimento.

Aos meus familiares e & minha namorada pelo incentivo e apoio em todos os
momentos.

Aos amigos e colegas do LEB (Bruno, Camila, Carlos, Diego, Fernando, Paulo,
Rinaldo, Rogério e Sandro) pela companhia agradavel no dia-a-dia e sua prontiddao
em ajudar sempre que necessario.

Ao Prof. André e ao Prof. Newton pelas sugestdes ao desenvolvimento da
pesquisa.

Aos professores da EPUSP, fundamentais a minha formag&o académica.

A FAPESP pela bolsa de mestrado no. 05/57398-0, concedida pelo periodo de

margo de 2006 a dezembro de 2007.



Resumo

O diagnostico de doengas neuromusculares é feito pelo uso conjunto de varias
ferramentas. Dentre elas, o exame de eletromiografia clinica fornece informagoes
vitais ao diagnéstico. A aplicagdo de alguns classificadores (discriminante linear e
redes neurais artificiais) aos diversos pardmetros dos sinais de eletromiografia
(nimero de fases, de reversdes e de cruzamentos de zero, freqiiéncia mediana,
coeficientes auto-regressivos) tem fornecido resultados promissores na literatura. No
entanto, a necessidade de um numero grande de coeficientes auto-regressivos
direcionou este mestrado ao uso de modelos auto-regressivos de média movel com
um numero menor de coeficientes. A classificagdo (em normal, neuropéatico ou
miopatico) foi feita pela maquina de vetor de suporte, um tipo de rede neural artificial
de uso recente. O objetivo deste trabalho foi 0 de estudar a viabilidade do uso de
modelos auto-regressivos de média moével (ARMA) de ordem baixa, em vez de auto-
regressivos de ordem alta, em conjungdo com a maquina de vetor de suporte, para
auxilio ao diagnéstico. Os resultados indicam que a maquina de vetor de suporte
tem desempenho melhor que o discriminante linear de Fisher e que os modelos
ARMA(1,11) e ARMA(1,12) fornecem altas taxas de classificagdo (81,5%), cujos
valores s&o proximos ao maximo obtido com modelos auto-regressivos de ordem 39.
Portanto, recomenda-se o uso da maquina de vetor de suporte e de modelos ARMA
(1,11) ou ARMA(1,12) para a classificag&o de sinais de eletromiografia de agulha, de

800ms de duragao e amostrados a 25kHz.

Palavras-chave: Eletromiografia clinica. Maquina de vetor de suporte (SVM).
Discriminante linear de Fisher (DLF). Auto-regressivo de média movel (ARMA). Auto-

regressivo (AR).



Abstract

The diagnosis of neuromuscular diseases is attained by the combined use of several
tools. Among these tools, clinical electromyography provides key information to the
diagnosis. In the literature, the application of some classifiers (linear discriminant and
artificial neural networks) to a variety of electromyography parameters (number of
phases, turns and zero crossings; median frequency, auto-regressive coefficients)
has provided promising results. Nevertheless, the need of a large number of auto-
regressive coefficients has guided this Master's thesis to the use of a smaller number
of auto-regressive moving-average coefficients. The classification task (into normal,
neuropathic or myopathic) was achieved by support vector machines, a type of
artificial neural network recently proposed. This work's objective was to study if low-
order auto-regressive moving-average (ARMA) models can or cannot be used to
substitute high-order auto-regressive models, in combination with support vector
machines, for diagnostic purposes. Results point that support vector machines have
better performance than Fisher linear discriminants. They also show that
ARMA(1,11) and ARMA(1,12) models provide high classification rates (81.5%).
These values are close to the maximum obtained by using 39 auto-regressive
coefficients. So, we recommend the use of support vector machines and ARMA(1,11)
or ARMA(1,12) to the classification of 800ms needle electromyography signals
acquired at 25kHz.

Key-words: Clinical electromyography. Support vector machine (SVM). Fisher linear

discriminant (FLD). Auto-regressive moving average (ARMA). Auto-regressive (AR).
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12| 2a3 |resultados produzidos | resultados que cada tipo de tratamento produz
por cada tipo de
tratamento

18| 6a8 Ja a amplitude de Apesar de a amplitude de um MUAP também
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fibras musculares,
pois a amplitude
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20| 20a21 observada em um | de cada neurdnio durante a formagao do padrdo
padréao

24 8 corte em 10kHz. corte em 10kHz. A freqiiéncia de corte do
passa-altas n&o foi informada pelos
responsaveis pela captagdo dos sinais do banco
de dados, mas acredita-se que tenha sido
escolhida uma freqiiéncia proxima de 2Hz, que
é tradicionalmente utilizada para sinais de EMG
de agulha com fins diagnésticos [56].
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39 8 nucleo polinomial [8] | nacleo polinomial [8] de ordem 2. A escolha da
de ordem 2. ordem foi feita com base em testes preliminares,
que resultaram em taxas de acerto de
classificagéo piores para ordens 3 e 4.
40 6 total de 1595 total de 1595 modelos. Optou-se por fazer uma
modelos. varredura por todos esses modelos pois
trabalhos anteriores demonstraram que os
melhores resultados de classificagdo néo séo
obtidos para as ordens indicadas pelos critérios
de escolha da ordem de modelos auto-
regressivos, como o AIC e o BIC [57,58].
42 2 confirme descrito conforme descrito
42| 7a9 Além das taxas Na figura 4.1.a, esta a taxa de acerto calculada
obtidas para os 54 sobre todos os 54 sinais testados. Na figura
sinais, também estédo 4.1.b esta a porcentagem de sinais
as taxas parciais corretamente classificados dentre os 18 sinais
somente para sinais | normais testados. As figuras 4.1.c, 4.1.de4.1.e
normais, patolégicos, | mostram, de forma analoga, os resultados em
neuropaticos e relacdo aos 36 sinais patologicos, aos 18 sinais
miopaticos. neuropaticos e aos 18 sinais miopaticos,
respectivamente.
62 5 Pattichis e Elia [6], Pattichis e Elia [6] utilizaram
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cujas caracteristicas
sdo muito diferentes
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trabalho.
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seria previsivel que os
resultados da
classificacdo
variassem bastante
de um trabalho para

diversos aspectos, desde a etiologia até o
estagio de evolugdo. Por isso, algumas
patologias seriam mais facilimente identificadas

do que outras.

outro.
64| 17a19 Entretanto, com a Entretanto, é possivel alcangar uma taxa de
SVM, é possivel, a | acerto de 81,5% com a SVM a partir do modelo
partir do modelo ARMA(1,11). Essa taxa é sensivelmente
ARMA(1,11), alcangar | superior & taxa de 64,8% obtida com o modelo
uma taxa de acerto AR.
de 81,5%,
sensivelmente
superior a taxa de
64,8% obtida com o
modelo AR
64 23 avaliados. avaliados. Além disso, pode-se dizer que os as
taxas obtidas com a SVM s&o estatisticamente
melhores que as obtidas com o DLF, com um
nivel de significancia de 2,5%.
65 11 com a SVM. com a SVM. Entretanto, os dados dessa tabela
ndo permitem afirmar estatisticamente que a
SVM seja melhor que o DLF neste caso.
67 1 patologicos ,observa- patolégicos, observa-se
se
68 2 auto-regressivo auto-regressivo ARMA(20,0). Na separagédo
ARMA(20,0). entre sinais normais e patologicos, demonstra-

se que a SVM teve um desempenho
estatisticamente superior ao do DLF, com um
nivel de significancia de 0,5%, enquanto n&o ha
diferenca estatistica entre a SVM e o DLF na
separacao entre sinais neuropaticos e




miopaticos.

70

ao AR(50).

ao AR(50). Também nao é possivel garantir
estatisticamente que a SVM seja melhor queo
DLF, utilizando-se um nivel de significancia

menor que 10%.

72

classificagao.

classificagdo.

A redugéo do nimero de coeficientes é
importante porque, quando os calculos a serem
realizados envolvem inversGes de matriz, a
dimensdo das matrizes (relacionada ao ntimero
de coeficientes) exerce grande influéncia no
tempo de processamento e na magnitude dos
€eIros computacionais.

Além disso, ha uma redugéo de 4 vezes no
tempo de calculo dos coeficientes ARMA(1,12)
em comparacao aos coeficientes AR(39)
quando se utiliza o método de Gauss-Newton.
Porém, esse tempo néo seria restritivo no caso
de se classificar um sinal de teste, ja que, para
um modelo AR(39), o tempo de calculo dos
coeficientes devera ser menor que 30s,
utilizando-se um computador com processador
de 2GHz.
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22a23

literatura [6,11-12,16-
18].

literatura [6,11-12,16-18].

Também seria interessante que os sinais
fossem classificados por analise visual de um
especialista, visto que alguns dos sinais podem
néo apresentar caracteristicas de uma dada
patologia. Um sinal captado em um musculo
saudave! de um individuo que possuisse uma
patologia, por exemplo, ndo apresentaria

caracteristicas dessa patologia.




Além disso, poderia ser sugerido que, em
trabalhos futuros, se fizesse uma analise
levando em conta que sinais batolégicos
classificados como normais s&o um resultado
mais indesejado do que sinais normais
classificados como patoldgicos, visto que, neste
ultimo caso, mais exames poderiam ser
solicitados para confirmac&o do diagnéstico. O
conceito de especificidade (porcentagem de
verdadeiros-negativos) e sensibilidade
(porcentagem de verdadeiros-positivos) poderia
ser aplicado durante a primeira etapa de
classificagéo entre normais (negativos) e
patologicos (positivos), mas nao faria muito
sentido caso se tentasse aplica-lo a segunda
etapa entre neuropéticos e miopaticos.
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1. Introducéao

As doengas neuromusculares podem ser divididas em dois grandes grupos: as
miopatias e as neuropatias. Miopatias sdo patologias ligadas ao mau funcionamento
das fibras musculares [1], células constituintes dos musculos, que sdo responsaveis
por qualquer movimento realizado pelo corpo humano. Neuropatias s&o patologias
relacionadas aos motoneurdnios, que sdo neurdnios responsaveis por conduzir a
informagio do sistema nervoso central para os musculos [1]. Os motoneurdnios,
portanto, também estdo diretamente relacionados com o funcionamento correto dos
musculos.

Pessoas atingidas por doencas neuromusculares apresentam como um dos
primeiros sintomas a fraqueza muscular e a dificuldade em coordenar os
movimentos de certos membros. Se nenhum tratamento eficaz é realizado, o quadro
comecga a evoluir, reduzindo cada vez mais a forga muscular do paciente, que passa
a ser incapaz de realizar agbes simples como erguer um copo d’agua ou abrir uma
porta. Quando os musculos ligados a fungdes vitais como a respiragdo ou ingestdo
de alimentos sdo afetados, o paciente passa a depender de aparelhos para
sobreviver.

Dada a gravidade dessas doengas, é importante que seu diagndstico seja
realizado o mais cedo possivel. Além disso, dada a grande diversidade de doengas
neuromusculares, é preciso que sua origem (muscular ou nervosa) seja descoberta,
visto que o tratamento mais adequado varia segundo o tipo da patologia [2].

Atualmente, uma ferramenta muito utilizada em clinica com a finalidade de

auxiliar o diagnostico de doengas neuromusculares é o exame de eletromiografia



(EMG) [3]. O sinal de EMG ¢ gerado a partir da atividade elétrica dos muasculos [4].
Contudo, ainda que o sinal de EMG seja gerado diretamente nos musculos, as suas
caracteristicas permitem a identificagdo ndo s6 de miopatias, mas também de
neuropatias [3].

Os sinais de EMG podem ser divididos em duas modalidades, dependendo do
tipo de eletrodo utilizado na sua captagio: de superficie e de agulha. Cada um
fornece informagdes diferentes e complementares. Os sinais captados por meio de
eletrodos de superficie representam a atividade global de um grande numero de
fiboras musculares [5], mas sofre bastante atenuagio devido as camadas de tecido
entre o musculo e o eletrodo. Os sinais captados por eletrodos de agulha, por sua
vez, representam com maior fidelidade a atividade de um grupo menor e mais
especifico de fibras musculares [3]. Em clinica, € mais comum o uso de EMG de
agulha no diagnostico de doengas neuromusculares [3-4]. Essa modalidade de
sinais de EMG é usada nesta dissertagao.

Dependendo da forga de contragao, diferentes informagdes sobre o sinal de
EMG podem ser obtidas. Para fins de diagnostico, € comum utilizarem-se sinais
captados durante contragdes fracas [6-9] e fortes [10-13). Durante as contragées
fracas, captam-se potenciais de agdo de unidade motora (MUAPs, do inglés motor
unit action potentials) isolados, sendo que uma unidade motora é definida como um
motoneurdnio e as fibras musculares que este inerva [4]. Para uma contragao fraca,
poucas unidades motoras s&o recrutadas. Por isso, é possivel observar cada um dos
potenciais correspondentes as unidades motoras proximas a extremidade do
eletrodo [6]. Durante as contragées fortes, observam-se os chamados padrées de
interferéncia, que consistem em uma série de MUAPs sobrepostos, visto que, para a

realizagdo de uma contragao forte, ocorre o aumento da taxa de disparo e o
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recrutamento de unidades motoras adicionais [9]. Esses eventos colaboram para a
sobreposicdo dos diversos MUAPs, gerando padrées de interferéncia, que sao
usados nesta dissertagao.

Para a anélise de sinais de EMG é comum o uso de parametros obtidos nos
dominios do tempo e da frequéncia. Os parametros do dominio do tempo, obtidos
diretamente do sinal de EMG, compreendem o valor médio retificado, a amplitude
maxima, o numero de reversdes (ou tums, em inglés) e de cruzamentos de zero,
entre outros [8,14-15]. Os parametros do dominio da freqiiéncia, por outro lado, so
obtidos a partir do espectro do sinal. Dentre esses parametros podem ser citados a
freqiiéncia mediana, os coeficientes de assimetria e curtose [14-15], e a propria
densidade espectral de poténcia [7].

Além dos pardmetros dos dominios do tempo e da freqiiéncia, um conjunto de
parametros que vem sendo freqlientemente empregado para a classificagao
diagnostica de sinais de EMG é composto dos coeficientes do modelo auto-
regressivo (AR) [6,10-11,16-20].

Inbar e Noujaim [10] fizeram a classificagdo de sinais de EMG de superficie
representados pelos coeficientes de modelos AR de ordem 20, utilizando o
discriminante linear de Fisher. Em primeiro lugar, os individuos normais foram
separados dos individuos patologicos (neuropaticos e miopaticos), com uma taxa de
acerto de 87,5%. Em segundo lugar, fizeram a separagdo entre individuos
neuropaticos e miopaticos, obtendo uma taxa de acerto de 75%.

Ike [19] utilizou coeficientes de modelos AR de ordem 30 junto a parametros no
dominio da frequéncia para classificar sinais de EMG de agulha, separando-os em
normais, neuropaticos e miopaticos. A classificagdo feita com memorias associativas

levou a taxa de acerto de 74,1%, sendo o processo realizado em duas etapas:
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primeiramente foram separados os sinais normais dos patoldgicos e, em seguida, os
sinais patolégicos foram classificados entre neuropaticos e miopaticos.

Pattichis e Elia [6] realizaram a classificagido em uma Unica etapa de sinais de
EMG de agulha representados por varios pardmetros. Obtiveram taxas de acerto de
até 81,2% na discriminagéo entre individuos normais, neuropaticos e miopaticos.
Para isso utilizaram trés arquiteturas diferentes de redes neurais: um mapa auto-
organizavel (self-organizing map), uma rede de fungdo de base radial (radial basis
function) e um perceptron multicamada (multilayer perceptron) treinado pelo
algoritmo de retropropagacéo do erro (error back-propagation). No entanto, quando
foram utilizados somente 12 coeficientes AR, o melhor resultado obtido foi de
apenas 56,2%. Essa taxa foi obtida com o perceptron.

Abou-Chadi et al. [11] utilizaram sinais de EMG de superficie e um modelo AR
de ordem 20. Também foram utilizadas trés arquiteturas de redes neurais: um
perceptron multicamada treinado com retropropagagdo do erro, um mapa auto-
organizavel e uma rede neural probabilistica, que consiste em um classificador
bayesiano colocado em uma arquitetura de rede neural [11]. A melhor taxa de acerto
obtida na discriminagdo entre individuos normais e miopaticos foi 90,0%, que foi
alcangada tanto pelo perceptron quanto pela rede probabilistica.

Pires [18] classificou sinais de EMG de agulha representados por um modelo
AR de ordem 33. O classificador utilizado foi o perceptron multicamada treinado pelo
algoritmo de retropropagacao e os sinais foram separados em duas etapas entre
normais, neuropaticos e miopaticos. As entradas da rede foram obtidas utilizando-se
o algoritmo “branch and bound” e analise de componentes principais. As taxas de
acerto de até 85,2% mostraram que a metodologia se adequa ao problema em

questao, levando a resultados coerentes com a literatura.



Finalmente, Giler e Koger [17], utilizando sinais de EMG de agulha e de
superficie, com modelos AR de ordem 50, fizeram a separagdo entre individuos
normais, neuropaticos e miopaticos. Para isso, utilizaram o tradicional perceptron
multicamada treinado por retropropagagdo do erro e uma maquina de vetor de
suporte (SVM, do inglés support vector machine). A SVM mostrou possuir um
desempenho melhor que o perceptron, produzindo uma taxa de acerto 94,4%.

Dentre todos os trabalhos observados na literatura que utilizam coeficientes AR
como entradas dos classificadores, nota-se que os melhores resultados sdo obtidos
quando se escolhem modelos AR com ordens altas [17-18]. O modelo AR é um caso
particular de modelo auto-regressivo de média movel (ARMA). Sabe-se que um
modelo ARMA € capaz de representar um modelo AR de ordem infinita [21]. Esse
fato, aliado as ordens altas obtidas na literatura, motiva a investigacdo da
possibilidade do uso de modelos ARMA no lugar dos modelos AR.

Além disso, a utilizacdo de modelos ARMA ¢ fundamentada pela ampla gama
de aplicagbes, por exemplo, na caracterizagdo de codecs de videos [22] ou na
modelagem de fendmenos climaticos [23]. Utilizam-se também modelos ARMA com
varios sinais biologicos, como o eletroencefalograma, com a finalidade de detecgao
de hipoxia [24] ou determinagao do estado de alerta de um individuo normal [25]. Os
modelos ARMA também foram utilizados com o objetivo de modelar potenciais
evocados somato-sensitivos [26] e visuais [27]. Também representaram sinais de
EMG captados no estémago [28].

A aplicagdo de modelagem ARMA a grande diversidade se sinais mencionados
acima, aliada a relagdo entre modelos AR e modelos ARMA apresentada

anteriormente, motivou a utilizagdo de modelos ARMA em vez de modelos AR neste



mestrado, buscando avaliar sua contribuigdo no auxilio ao diagndstico de doencas
neuromusculares a partir de sinais de EMG.

Outro aspecto importante a ser observado na classificagdo diagnéstica de
sinais de EMG ¢ o classificador utilizado. Dentre os trabalhos que classificam os
sinais de EMG com base em seus coeficientes AR, constata-se a utilizacdo do
discriminante linear de Fisher [10-11,29], de memorias associativas [19] e de redes
neurais artificiais [6-8,11-12,16-18]. Dentre as redes neurais, as maquinas de vetor
de suporte (SVMs) levaram as mais elevadas taxas de acerto [17].

A SVM é uma arquitetura de redes neurais artificiais desenvolvida ha menos de
15 anos [30-31] e que pode ser utilizada em tarefas de reconhecimento de padrées e
regressdo nao linear [32].

Apesar de seu surgimento recente, essa ferramenta ja vem sendo utilizada em
diversas areas de pesquisa, com resultados promissores. Utilizam-se SVMs, por
exemplo, na classificagdo de textos com base em seu contetido [33-34]. Também se
utilizam SVMs na classificagdo de imagens, por exemplo, na detecgdo de faces [35-
36] e no reconhecimento de caracteres manuscritos [37]. Outra utilizacdo bastante
comum de SVMs ¢ a classificagdo de proteinas em grupos funcionais a partir da
sequéncia dos aminoacidos que a compdem [38-39].

Além disso, é possivel encontrar aplicagbes diretas de SVMs a sinais
biolbgicos como, por exemplo, na classificagio de intencao de movimento a partir de
sinais de eletroencefalografia [40] e na construgéo de uma interface entre o cérebro
e o computador [41]. Outro sinal ao qual se tém aplicado SVMs é o sinal de
eletrocardiografia, por exemplo, para detecgéo do complexo QRS [42].

Quando utilizadas na classificagdo diagnéstica de sinais de EMG, as SVMs ja

foram aplicadas a parametros no dominio do tempo (duracéo, amplitude pico-a-pico,
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area sob a curva, nimero de cruzamentos de zeros e reversées) [8], a densidade
espectral de poténcia [16] e aos coeficientes AR [17], e forneceram um desempenho
superior ao perceptron na separagdo entre sinais normais, neuropaticos e
miopaticos. Sua maior vantagem em relagdo ao mais tradicional perceptron
multicamada é o fato de que o numero de neurbnios ocultos é definido
automaticamente. Portanto, economiza-se tempo computacional ao se utilizar uma
SVM em vez de um perceptron, visto que em geral a escolha do nimero de
neurénios na camada oculta do perceptron ¢ um processo demorado [16-17,32].

Neste mestrado, portanto, a classificagao dos sinais de EMG, representados
por modelos ARMA, sera feita com SVMs e os resultados poderdo ser comparados
com os obtidos com o discriminante linear de Fisher, uma técnica tradicionalmente
adotada [10-11].

Neste primeiro capitulo foi apresentada a motivagdo para este trabalho,
contendo uma revisdo bibliografica referente as técnicas estudadas e adotadas
nesta dissertacao, justificando assim sua escolha.

No segundo capitulo é feita uma revisdo a respeito de doencas
neuromusculares, descrevendo brevemente as varias ferramentas utilizadas para
seu diagnostico. Dentre essas ferramentas, esta o exame de eletromiografia, que é
detalhado por ser a ferramenta estudada nesta dissertacdo. Sdo descritos os
diversos usos deste exame, além de suas principais caracteristicas e uso no auxilio
ao diagnostico de doengas neuromusculares.

No terceiro capitulo, é descrita a metodologia utilizada no trabalho, a partir da
obtengao dos sinais de eletromiografia. Em seguida, apresenta-se a teoria a respeito
de modelagem paramétrica, e o método de Gauss-Newton, utilizado para a

estimatitiva dos coeficientes de um modelo auto-regressivo de média movel. Ao final,
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s&o descritos os dois classificadores estudados neste trabalho: o discriminante linear
de Fisher e a maquina de vetor de suporte.

No quarto capitulo sdo apresentados os resultados parciais e globais obtidos
aplicando a metodologia descrita anteriormente.

No quinto capitulo, os resuitados sdo analisados e discutidos, comparando-se
os desempenhos de ambos os classificadores. Também é analisada a influéncia da
ordem escolhida para o modelo ARMA no resultado da classificacdo e a taxa de
acerto para cada uma das categorias de sinal consideradas (normal, neuropatico e
miopatico). Ao final, os resultados sdo comparados com a literatura e sao
apresentadas as conclusdes do trabalho, acompanhadas de sugestdes para

trabalhos futuros na area.



2. Eletromiografia e doengas neuromusculares

Neste capitulo, pretendem-se apresentar alguns conceitos relativos a
eletromiografia e as doengas neuromusculares. Esta revisdo se faz necessaria ja
que esta dissertagéo esta sendo apresentada a Escola Politécnica da USP, onde

muitos alunos e pesquisadores ndo tém familiaridade com esses tépicos.

2.1. Diagnéstico de doencas neuromusculares

As doengas neuromusculares apresentam a fraqueza muscular como um dos
principais sintomas clinicos. Em alguns casos especificos, também séo perceptiveis
a miotonia (incapacidade do musculo de relaxar), a caibra, a dor e a fasciculacio
[1,43]. Porém, para um diagnostico mais preciso, incluindo sua origem (neurogénica
ou miogénica), sdo necessarios diversos exames, que vao desde a anamnese
(entrevista com o paciente) até exames laboratoriais como atividade enzimatica no
plasma sangiiineo ou biopsia do tecido muscular [1]. Alguns desses exames serdo
descritos nos paragrafos a seguir.

Durante a anamnese, busca-se obter informagées a respeito de sintomas. Além
da localizagdo e da intensidade do sintoma, que evidenciam os eventuais grupos
musculares envolvidos, é importante saber a quanto tempo o sintoma esta presente,
se ele e constante ou intermitente e se estd progredindo ou regredindo. As
informagdes obtidas durante a anamnese fornecem os elementos basicos para que

o clinico indique exames mais detalhados [47].



Além da anamnese, outra forma simples e eficaz de se obterem dados sobre a
doenga & um exame fisico, que compreende inspegao, palpacgéo, exame de reflexos
e avaliagdo de forga muscular. Durante a inspegdo, procura-se observar, por
exemplo, perda de massa muscular, presenga de movimentos espontaneos, ou
alteragbes na posigcao de repouso. A palpac¢io permite avaliar a textura do musculo.
Os reflexos de tenddo podem ser ausentes, reduzidos, normais, ou hiperativos,
dependendo da etiologia. A avaliagdo da forga muscular pode ser feita por meio de
acdes simples como levantar-se do chao ou de uma cadeira, subir em um degrau,
ou andar sobre os calcanhares [47].

As vezes, recorre-se a uma bidpsia para auxiliar no diagnéstico de miopatias. A
bidpsia pode ser dividida em trés partes. A primeira consiste na retirada da amostra
de tecido muscular, que deve ser obtida de um musculo afetado, mas nao destruido
pela doenga. A segunda parte € o tratamento do tecido, com técnicas de coloracgao,
por exemplo. Finalmente, faz-se a interpretagao da histologia [46].

Exames laboratoriais podem identificar, por exemplo, mioglobinuria, que é a
presengca de mioglobina em niveis elevados no plasma sangiiineo e,
consequentemente, na urina. A mioglobina, que possui a fungdo de armazenar
oxigénio e liberd-lo quando sua concentracdo estd baixa, € encontrada,
normalmente, dentro das fibras musculares. Quando essas fibras sédo danificadas,
ha liberagdo de mioglobina para o plasma sanguineo, resultando em mioglobinuria
[47].

Danos causados em fibras musculares também costumam provocar elevagao
da concentragdo sanguinea de enzimas que, em situacdes normais, sO seriam

encontradas em altas concentragdes dentro das fibras musculares. Tipicamente a
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enzima mais analisada com esse fim é a creatina quinase [47], responsavel pela
fosforilagéo da creatina e importante para o metabolismo da energia no muscuio [1].

Dois outros tipos de exames frequentemente utilizados no auxilio ao
diagnostico de doengas neuromusculares sé@o o estudo de velocidade de condugao
de nervo e o exame de eletromiografia (EMG).

O estudo de velocidade de condugdo baseia-se na gravacdo de respostas
evocadas em musculos ou nervos a partir da estimulagdo de nervos. Além de
possibilitar a distingao entre varios tipos de patologia, esse estudo permite avaliar a
gravidade e evolugdo da doenga com o passar do tempo. [44].

O exame de EMG, que é um dos temas deste trabalho, sera detalhado na

$egao a seguir.

2.2. Eletromiografia

Eletromiografia (EMG) é um método de registro e estudo da atividade elétrica
muscular [43-44]. Sua importancia é evidenciada em diversas aplicagdes clinicas
[43], principalmente no diagnostico de doengas neuromusculares e na localizagdo de
lesbes em nervos.

Também se utilizam sinais de EMG, no estudo da marcha humana. Nesse
caso, € possivel observar quais musculos estdo sendo ativados em cada momento,
assim como a duragdo e forca da contragdo. O estudo da marcha humana é
importante quando se estdo avaliando pessoas que apresentam alteragées no
caminhar. Dentre as causas dessas alteragcbes, podem ser citadas lesdes na
medula, derrame, trauma cerebral, distrofia muscular, artrite e muitas outras. Para

que se escolha a forma de tratamento mais adequada é importante que se
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conhegam os grupos musculares que estdo afetando a marcha. Além disso, é
possivel obter uma avaliagéo quantitativa dos resultados produzidos por cada tipo de
tratamento, por meio da analise de sinais de EMG captados periodicamente [48].

Outra aplicagdo encontrada para sinais de EMG é o controle de proteses
artificiais. Essas proteses possuem eletrodos no encaixe com a parte residual do
membro amputado. Esses eletrodos captam os sinais de EMG que serdo
responsaveis pelo controle dos movimentos da préotese. O tipo de movimento a ser
feito pelo equipamento pode ser definido ou pela origem, ou pela amplitude do sinal
captado [49].

Sinais de EMG também sé&o aplicados no estudo da fadiga muscular [4]. A
identificagdo de ocorréncia de fadiga muscular é importante, por exemplo, quando se
esta realizando estimulagdo neuromuscular funcional. Neste caso, os musculos s3o
ativados por estimulos elétricos externos, em situagdes de paralisia parcial ou total
de algum membro [49].

A principio, os sinais de EMG podem ser captados por eletrodos de superficie
ou de agulha. Os sinais captados por meio de eletrodos de superficie representam a
atividade global de um grande numero de fibras musculares [5], mas sofre bastante
atenuagao devido as camadas de tecido entre o musculo e o eletrodo. Os sinais
captados por eletrodos de agulha, por sua vez, representam com maior fidelidade a
atividade de um grupo menor e mais especifico de fibras musculares [3]. Nas
aplicagbes envolvendo a marcha humana, o controle de proteses e a fadiga
muscular, sdo utilizados eletrodos de superficie, que sdo ndo-invasivos e que nio
apresentam risco de infecgdo. No entanto, em eletromiografia clinica, sdo utilizados

eletrodos de agulha, que auxiliam o diagnéstico de doengas neuromusculares [3-4].
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Dentre os diversos tipos de eletrodos de agulha, podem ser citados:
concéntricos unipolar e bipolar, monopolar, eletrodo de fibra Unica, macroeletrodo,
multieletrodo de fibra Gnica e multieletrodo [43]. Em clinica, os eletrodos mais
comumente utilizados sdo os concéntricos, ilustrados na figura 2.1 e descritos a
sequir.

Os eletrodos concéntricos unipolares sdo agulhas com alguns décimos de
milimetros de espessura contendo, em seu interior, um fio isolado, com sua ponta
exposta na extremidade do eletrodo. A tensdo medida consiste na diferenca de
potencial entre o fio interno e o revestimento metalico do eletrodo. Em geral, o
paciente é aterrado por um eletrodo de superficie [44]. Os eletrodos concéntricos
bipolares s&o semelhantes aos unipolares, exceto pelo fato de possuirem, em seu
interior, dois fios paralelos isolados entre si. A diferenca de potencial medida entre

os dois fios internos ¢ registrada e o revestimento externo da agulha é aterrado [43].

Figura 2.1 — Eletrodos concéntricos (a) unipolar e (b) bipolar. (adaptado de [43], p. 16)

Em eletromiografia clinica, os sinais captados pelos eletrodos séo amplificados
de 100 a 1000 vezes e filtrados de 2Hz a 10kHz [43]. Muitas vezes, os sinais
resultantes apresentam alteragdes nas doengas neuromusculares. Essas alteragtes

serao discutidas nas se¢oes seguintes.
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Para melhor entendimento das diferengas tipicas entre os sinais de EMG nas
doengas neuromusculares, é preciso compreender o que é uma “unidade motora”. A
unidade motora é a unidade funcional do sistema motor e & formada por um
motoneurénio e pelas fibras musculares por ele inervadas. As fibras musculares
pertencentes a diferentes unidades motoras intercalam-se em um mesmo musculo,
sendo que um eletrodo geralmente capta a atividade de mais de uma unidade
motora ao mesmo tempo [1].

Um exame de EMG pode ser dividido em quatro etapas de observagio da
atividade mioelétrica: insergao, repouso, contragdo fraca e contragao forte. A sequir,
serao descritos os sinais que s&o mais comumente observados em cada etapa do

exame de de eletromiografia clinica. Supde-se a utilizagao de eletrodos de agulha.

2.2.1. Atividade de insercio

Quando o eletrodo é inserido em um musculo ou é movimentado em seu
interior, sdo captados potenciais gerados pelo movimento do eletrodo, que causa
despolarizagéo das fibras musculares em sua proximidade [3]. Em individuos
normais, esses potenciais duram, no maximo, 300ms apds o movimento do eletrodo
ter cessado [45].

A figura 2.2 mostra um exemplo de sinal captado durante a insercido do
eletrodo em um individuo normal. Neste caso, nota-se que os potenciais cessam

algumas dezenas de milissegundos apés o movimento do eletrodo.
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Figura 2.2 — Atividade de insergao captada em um individuo normal. As setas indicam os momentos

em que o eletrodo € movimentado. (adaptado de [3], p. 183)

2.2.2. Atividade espontanea

Depois de cessada a atividade de insergdo, enquanto o musculo € mantido em
repouso, podem ser captadas diversas formas de potenciais, que podem ser
divididas em frés grupos: potenciais normais; potenciais anormais de fibras
musculares e potenciais anormais de unidades motoras [3].

O primeiro grupo compreende essencialmente ruido de placa terminal e
espiculas de placa terminal. Esses dois potenciais, mostrados na figura 2.3, sdo
observados em musculos normais, quando o eletrodo é posicionado na regido em
que o axonio do motoneurdnio inerva a fibra muscular [3,45). Essa regido também é
chamada de placa terminal.

Dentre os potenciais anormais de fibras musculares, podem ser citados
fibrilagbes, ondas positivas, descargas repetitivas complexas e descargas

miotonicas [3,43-44]. Exemplos desses potenciais estio apresentados na figura 2.4.
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Figura 2.3 — Potenciais normais captados durante atividade espontanea: (a) ruido de placa terminal e

(b) espiculas de placa terminal. (adaptado de [3], p. 183)

a | =
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b
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Figura 2.4 — Potenciais anormais de fibras musculares durante atividade espontanea: (a) fibrilagoes,
(b) ondas positivas, (c) descargas repetitivas complexas e (d) descargas mioténicas. (adaptado de [3],
p. 184, 186, 187)
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Além dos potenciais anormais de fibras musculares, existem os potenciais
anormais de unidade motora, que compreendem essencialmente as fasciculagoes,
as descargas mioquimicas e as descargas neuromiotnicas [3], que estdo
apresentadas na figura 2.5. Como esses padrdes estdo associados a disparos nao
s6 de uma unica fibra muscular, mas de um conjunto de fibras pertencente a uma
unidade motora, em geral é possivel que se observe a olho nu alguma forma de
contracdo muscular nesses casos, embora muitas vezes a contragdo nio seja

suficiente para causar movimento do membro.

Figura 2.5 — Potenciais anormais de fibras de unidade motora durante atividade espontanea: (a)

fasciculagoes, (b) descargas mioquimicas e (c) descarga neuromiotonica. (adaptado de [3], p. 187-189)
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2.2.3. Potenciais de acao de unidade motora

Quando uma contragao fraca é realizada, observam-se potenciais de agéo de
unidade motora (MUAPs, do inglés motor unit action potential) isolados no sinal de
EMG. A duragdo, a amplitude e o nimero de fases de um MUAP dependem do
musculo e da idade do paciente sendo examinado [3].

A duragéo de um MUAP, de um modo geral, aumenta com o nimero de fibras
musculares presentes na unidade motora e também com a idade do individuo [3]. Ja
a amplitude de MUAP ndo apresenta uma dependéncia tdo grande do numero de
fibras musculares, pois a amplitude reflete somente as fibras mais proximas ao
eletrodo. Os fatores que mais influenciam a amplitude do MUAP captado s&o a
proximidade entre a unidade motora e o eletrodo, o sincronismo entre os disparos
das diversas fibras musculares da unidade motora e o nimero e o didmetro das
fibras musculares [3].

O numero de fases de um MUAP depende do sincronismo entre as fibras
musculares da unidade motora. Apesar de usualmente apresentarem duas ou trés
fases, € comum que 5 a 10% dos MUAPs de qualquer musculo sejam polifasicos [3].

Os MUAPs permitem observar algumas das diferengas entre casos tipicos de
neuropatias e miopatias. Na figura 2.6, estio representadas, de forma esquematica,
um par de unidades motoras de um individuo normal, de um individuo neuropatico e
de um individuo miopético e, na figura 2.7, estdo exemplos de sinais captados

nesses trés individuos.
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Figura 2.6 — Representagdo esquematica de um par de unidades motoras de um tipico individuo

(a) normal, (b) neuropatico e (c) miopatico. (adaptado de [1], p. 246-247)
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Figura 2.7 — Sinais de EMG captados durante contracao fraca, para um individuo (a) normal, (b)

neuropatico e (c) miopatico. (adaptado de [1], p. 246-247)
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Em um individuo normal, observam-se MUAPs isolados, sendo que cada
MUAP é a soma dos potenciais gerados por cada uma das fibras proximas ao
eletrodo.

Em um individuo neuropatico, alguns dos motoneurénios sao afetados e se
degeneram. Inicialmente, as fibras musculares inervadas por esses motoneurénios
sdo desnervadas. Em seguida, algumas dessas fibras sao reinervadas por outro
motoneurdnio saudavel, e as demais se atrofiam. Um sinal captado nessas
condicbes, a uma condigdo fraca, apresenta MUAPs de amplitudes
consideravelmente maiores que aquelas dos MUAPs de individuos normais, devido
as unidades motoras acrescidas de fibras musculares reinervadas [1].

Em um individuo miopatico, o numero de fibras musculares por unidade motora
é menor pois algumas dessas fibras s&o afetadas pela patologia. Como existem
menos fibras por unidade motora, os potenciais registrados possuem amplitudes e
duragbes reduzidas em relagdo aos sinais de individuos normais. Os potenciais

muitas vezes assumem formas polifasicas, devido a falta de sincronismo [1].

2.2.4. Padrao de interferéncia

Quando se aumenta a forca de contragdo, o nimero de fibras musculares
recrutadas aumenta, assim como a taxa de disparo de cada fibra. Desse modo,
quando se realizam contragdes fortes, observam-se MUAPs sobrepostos no sinal de
EMG. Essa sobreposicdo de MUAPs forma o chamado padréo de interferéncia [43].
Na maioria dos musculos, a frequéncia de disparos observada em um padréo de

interferéncia esta em torno de 30 a 50Hz [3]. Em casos patolégicos o padrao de
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interferéncia pode sofrer alteragbes tanto na amplitude como na freqiéncia de
disparo.
Na figura 2.8, estdo exemplos de padrdes de interferéncia captados em casos

tipicos de individuos normais, neuropaticos e miopaticos.

100 pv l_

3

Figura 2.8 - Sinais de EMG captados durante contragao forte, para um individuo (a) normal, (b)

neuropatico e (c) miopatico. (adaptado de [3], p. 199)

.Observa-se que, em individuos normais, o padrdo de interferéncia resultante

de uma contragao forte torna impossivel a distingdo de MUAPs isolados.
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Em individuos neuropaticos, forma-se um sinal mais rarefeito, de modo que é
possivel a identificagado de MUAPs isolados. Isso se deve ao fato de o nimero de
unidades motoras em atividade ser menor do que em um individuo normal. Notam-
se também potenciais de amplitudes maiores que em um individuo normal devido as
fibras musculares que sdo reinervadas pelos motoneurdnios nao afetados pela
patologia [3].

Em individuos miopéticos, forma-se um padrao de interferéncia completo pois o
nimero de unidades motoras se mantém o mesmo, a principio. Entretanto, o menor
numero de fibras musculares por unidade motora resulta em amplitudes reduzidas
[3].

Nesta segdo, foram mostrados casos tipicos de neuropatias e miopatias, de
facil identificagdo. No entanto, como ha uma diversidade muito grande de doencas
neuromusculares, o diagnostico preciso se torna uma tarefa muito complexa.

As neuropatias, por exemplo, podem ser divididas em grupos de acordo com a
etiologia (causa da patologia), sendo que cada grupo apresenta caracteristicas
tipicas. Podem ser citados, dentre esses grupos, as neuropatias nutricionais,
causadas por deficiéncia, em geral, de algum tipo de vitamina B; neuropatias pos-
infecciosas ou autoimunes; neuropatias de compressdo, causadas quando fibras
nervosas sao feridas ou o suprimento de sangue ao nervo é obstruido; neuropatias
toxicas, geralmente causadas por chumbo ou arsénico, que impedem a agdo de
algumas enzimas; neuropatias metabdlicas e genéticas, entre outras [46].

As miopatias também podem ser divididas em varios grupos, como miopatias

enzimaticas, metabolicas, inflamatérias, induzidas por drogas, entre outras [46].
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Essa grande variedade de doengas torna dificil a distingao entre elas e, para a
escolha do melhor tratamento, é importante a andlise de varios exames
complementares.

Neste mestrado, o objetivo é mais modesto. Pretende-se auxiliar o diagnostico
de doengas neuromusculares, separando os sinais de EMG de contragoes fortes

entre trés classes: normais, neuropaticos e miopaticos.
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3. Materiais e métodos

Neste capitulo serdo apresentadas as descricbes dos sinais do banco de
dados, dos métodos de estimagdo dos coeficientes ARMA e dos classificadores

(discriminante linear e redes neurais artificiais)

3.1. Obtencéao dos sinais

Os sinais de eletromiografia (EMG) utilizados neste trabalho foram obtidos de
um banco de dados cedido pelo Professor Donald B. Sanders, do Centro Médico da
Universidade de Duke, Estados Unidos. Esses sinais haviam sido captados de
individuos normais, neuropaticos e miopaticos por meio de eletrodos de agulha e
filtrados por um passa-baixas, com freqiiéncia de corte em 10kHz.

No Laboratério de Engenharia Biomédica da Escola Politécnica da
Universidade de Sao Paulo (LEB-EPUSP), em um trabalho anterior de mestrado
[19], os sinais haviam sido digitalizados por um conversor A/D de 12 bits, adquiridos
a taxa de 25.000 amostras por segundo e salvos em arquivos. Em seguida, havia
sido feita uma analise visual para selecionar trechos correspondentes a 50% da
maxima contrag&o voluntaria. A maxima contragdo voluntaria (MCV) est4 associada
a maxima forga que o musculo consegue exercer.

Para cada trecho havia sido selecionado um unico intervalo de 800ms de
duragdo. A estacionariedade de cada sinal havia sido confirmada pelo teste de
sequéncias (“run test”) de Wald-Wolfowitz, utilizando-se segmentos de 40ms e nivel

de significancia de 5% [50]. Os sinais selecionados haviam totalizado 171, dentre os
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quais, 72 sinais eram provenientes de 6 individuos normais, 43 sinais, de 5

individuos neuropaticos e 56 sinais, de 6 individuos miopaticos.
3.2. Modelagem ARMA

A modelagem paramétrica € uma forma de se representar sinais por meio de
um numero reduzido de parametros que, entretanto, conservam grande parte da
informagéo do sinal original [21].

O modelo auto-regressivo de média movel (ARMA, do inglés auforegressive
moving average) é um modelo paramétrico construido admitindo-se que o sinal x(n)
a ser modelado é a saida de um sistema causal linear invariante no tempo cuja
entrada & o ruido branco e(n) de média nula e variancia ¢ [21]. Os nimeros de
coeficientes considerados no sistema fornecem a ordem do modelo. Dessa forma, o
modelo de ordem (p,q) é denotado ARMA(p,q) e pode ser descrito pela equacéao de

diferencas [21]

x(n):—Zp:akx(n—k)+ibme(n—m)+e(n), (1)

m=t
que deixa clara a dependéncia entre a saida atual x(n), as p saidas anteriores x(n-k),
a entrada atual e(n) e as g entradas anteriores e(n-m). Os coeficientes a, que
determinam a relagdo entre a saida atual e as anteriores, sdo denominados
coeficientes auto-regressivos, enquanto os coeficientes b, que estabelecem uma
relacdo entre a entrada e a saida do sistema, constituem os coeficientes de média
movel do modelo ARMA de ordem (p,q). Nesta dissertagao, o sinal de saida x(n) éo

sinal de EMG a ser classificado.
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3.2.1. Método de Gauss-Newton

Neste trabalho, os modelos ARMA para cada um dos 171 trechos de sinal de
EMG foram calculados utilizando-se a rotina armax.m do Matlab®. Essa rotina se
baseia no método de Gauss-Newton [51].

Esse método busca minimizar o erro médio quadratico
u 2
S10]= ) [/1n,61-An][. 2)
n=]
em que f(n,0) € o estimador de x(n) e © é o vetor de coeficientes, descrito por
o=lg, 0, - 6,,I=la, o,  a, b b - b]. (3)
A atualizago iterativa do vetor de estimativas @ ¢ feita segundo a expressao
[51]

S _ G _ ) | po
O =@ — 4[RO} -

(4)

em que /i € o nimero da iteracdo, 4" é o tamanho do passo que controla a
y7i

3 (1) .
velocidade de convergéncia do algoritmo, a—Ség—l é o gradiente de S e R"

representa uma matriz de ponderagao.
Em geral, escolhe-se o escalar 4"’ como sendo igual a 1.

O gradiente de S é dado pelas derivadas parciais de primeira ordem

®)

6s©) [as©) as@) as@) |
60 | 06, 80, 86 '

b+q

em que cada uma dessas derivadas pode ser calculada como

as©) & N Y (n,0)
0 2;(f(n,®) x(m)- == (6)

i
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a partir da equacao 2.
Para realizar o papel de matriz de ponderagdo R", diversas matrizes podem
ser escolhidas, sendo que a escolha mais simples é a matriz identidade. Uma outra

escolha freqliiente é a matriz hessiana de S(®), que é a matriz das derivadas de

segunda ordem de S(®) em relagdo a cada par de coeficientes

| 0°S(©) 9’S©) 2’°S(@) |
00? 96,00, 00,00 ,,,
5°5(0) 0’s@©)  ’S(©) 0’S(©)
el | 96,06, 20? 06,00,,, |- (7)
’5©) 9SO  2’5(0)
| 66,,,00, 06,,,00, 36,.,00,,, |

Quando se escolhe a matriz hessiana, o método é denominado Newton-Raphson

[52]. As derivadas de segunda ordem de S(®) podem ser calculadas derivando-se a

equagao 6. Obtém-se, entio

0'5(©) _ 2%{@"@,@) @O (01 ai) 0 f(n,0) -

00,00, = | 00, 00, 06,00,
Quando as derivadas de segunda ordem de f(n,0) sdo desprezadas no calculo

da matriz hessiana, o método ¢ denominado método de Gauss-Newton [51].
3.3. Discriminante linear de Fisher

Muitas vezes, desejam-se separar sinais pertencentes a duas ou mais classes.
Os sinais sé&o representados por vetores de m parametros.

Neste trabalho, por exemplo, os sinais de EMG de agutha devem ser
separados em trés classes: normais, neuropaticos e miopaticos. Cada sinal, captado

de um dos pacientes, é representado por um vetor que contém os coeficientes do
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modelo ARMA. Esses coeficientes sdo estimados pelo método de Gauss-Newton,

descrito anteriormente.

Dado que a dimens&o m dos vetores de coeficientes &, em geral, maior que 3,0
problema de classificacdo comega a se tornar complexo, pois esses vetores nao
podem ser simplesmente representados em um espaco tridimensional e agrupados
pela sua proximidade. Além disso, muitas vezes, a relagéo entre os vetores de uma
mesma classe nao ¢ ftrivial, sendo que é dificil se estabelecer um limiar entre duas
classes, pela simples analise visual dos vetores.

O Discriminante Linear de Fisher (DLF) [53-54] & um método que foi criado para
tentar solucionar esse problema de classificagio, para vetores de dimensdo m. O
DLF projeta todos os vetores sobre uma reta, em uma “direcdo 6tima”. Dessa forma,
cada um dos vetores de dimensdo m é transformado em um vetor de dimensao
menor, ou em um escalar. A diregcdo otima é aquela que faz com que vetores de
uma mesma classe sejam projetados o mais préximo possivel um do outro enquanto
que vetores de classes diferentes sejam projetados o mais distante possivel um do
outro. No caso de haver varias classes para se fazer a separacso, pode ser
necessario escolher mais de uma direcéo 6tima.

Estando os vetores projetados nessas diregbes Otimas, o problema de
classificagéo se resume a determinar em qual classe o vetor foi projetado.

A classe pode ser escolhida a partir de uma comparacdo com um valor de
limiar, ou ent&o, a partir das distancias a proje¢do dos centros das classes.

A seguir, sera detalhado o procedimento para aplicagdo do DLF, mostrando-se,
primeiramente, o caso da separagio entre duas classes, representadas por 1 e 2,
por causa de sua maior simplicidade. Em seguida, sera feita uma generalizagao para

trés ou mais classes. O primeiro passo é encontrar a direcdo 6tima para se projetar
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os vetores. Esse passo é chamado de treinamento. Para isso, sdo considerados n;
vetores, X11, X12, ..., X1, pertencentes a classe 1, e n; vetores, X1, X2, ..., Xon, da
classe 2. Esses vetores, chamados vetores de treinamento, como se pode perceber,
ja possuem sua classe conhecida previamente, e sdo usados para treinar, ou seja,
calibrar o discriminante. Quanto mais vetores forem utilizados no processo de
treinamento, melhor devera ser o resultado final da classificagdo, visto que cada

classe &, assim, melhor caracterizada [53].

3.3.1. Discriminante linear de Fisher para duas classes

O processo ¢ iniciado estimando-se, a partir dos vetores acima selecionados, o

vetor médio uy da classe k, pela equagéo [54]

1 &
Uy =—) X » (9)

em que X, séo os vetores da classe k e ny € o niUmero de vetores da classe k. A
matriz de covariancia da classe k é dada por [54]

¢

S, = Z(xki “uk)(xki _”k)T . (10)

nk _1 i=1

Em seguida, calcula-se o vetor v que da a diregéo 6tima [54]

v:((nl_l)SlJr(nz—])SzJ '(u|_u2)- (11)

n+n,—2

A partir do vetor v, calcula-se o limiar que separa as duas classes e que €&
fornecido pela formula [54]

2 WSy Vi n, VS vy, (12)

Y=
I B JVTS'V +JVTSZV
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O limiar pode ser visto como uma média ponderada das proje¢cdes dos vetores
médios de treinamento v e u».

Estabelecido o limiar, a etapa de treinamento esta concluida e passa-se, ento,
para a etapa de classificagdo. Nessa segunda etapa, vetores de origem
desconhecida s&o projetados sobre a diregio étima e comparados com o limiar para
se descobrir a que classe pertencem. Para isso, toma-se um vetor x que se deseja
classificar, e, a partir dele, é calculado o escalar y, pelo produto [54]

y=vx. (13)

Atribui-se o vetor x a classe 1 caso o valor de y obtido seja maior que y;, e a
classe 2, caso contrario.

O processo descrito acima permite, entéo, a classificagéo de vetores entre duas
dadas classes. Na subsegéo a seguir, sera feita a generalizagéo do processo para ¢

classes: 1,2, .., c.
3.3.2. Discriminante linear de Fisher para trés ou mais classes

Para cada classe, séo estimados os vetores médios, pela equagdo 9, além de

ser calculada a média u de todos os vetores de treinamento de forma analoga [54]

¢

Z"kak:

U= k:l(i:] ) (14)
2.
k=1

Em seguida, s&o calculadas duas matrizes de somas de quadrados e produtos

(SQP), cujas féermulas estao explicitadas abaixo: [54]

WzZZ(xki_uk)(xki_uk)T (15)

k=1 i=l
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B= an(uk —u)(u, —u)" . (16)

Pode-se demonstrar que, neste caso, o autovetor relativo ao maior autovalor da
matriz W'B é a diregdo 6tima. Em geral, € interessante obter mais de uma direcao,
para melhorar a precisao da classificagdo. Nesse caso, tomam-se @ autovetores, ey,
ez ..., egrelativos aos @ maiores autovalores da referida matriz. Observe que sempre
se deve ter 6<c.

Pelo fato de haver varias dire¢des 6timas, calcula-se um vetor y, para cada
classe k, por meio da expressao [54]

y, =le/u, --- e,.Tuk]T, (17)
que € analoga & utilizada no caso de duas classes. Para o vetor x a ser classificado,
calcula-se [54]

y:[e,Tx e,,Tx]T. (18)

Em seguida, calcula-se a distancia euclidiana entre os vetores de classe yy e o

vetor y, dada por [54]

Ay ) =A0 ¥ 0 —v) (19)
para cada uma das classes, ou seja, k=1, 2, ..., ¢. Conclui-se que x pertence a

classe k, para a qual se obtém a menor distancia euclidiana entre yx e y.
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3.4. Maquinas de vetor de suporte

As maquinas de vetor de suporte (SVMs) sdo redes neurais artificiais que
possuem seus neurdnios organizados em camadas, e a informagio sempre trafega
em um unico sentido [32].

As redes neurais artificiais sdo ferramentas matematicas compostas por
unidades simples de processamento (neurénios) fortemente interconectadas e que
operam em paralelo. Essas redes tém a capacidade de armazenar conhecimento
adquirido experimentalmente e utiliza-lo quando necessario [32].

Existem diversas arquiteturas de redes, que diferem entre si na funcao de
transferéncia dos neurdnios, no modo como s3o feitas as interconexdes e em varias
outras caracteristicas. Alguns exemplos que podem ser citados sdo o perceptron
multicamada, as redes com fungéo de base radial, os mapas auto-organizaveis e as
SVMs [32].

Neste mestrado, foram utilizadas SVMs com a finalidade de classificar padroes,
de forma analoga ao DLF. Devido a sua estrutura mais complexa, as redes neurais
artificiais de um modo geral sdo capazes de lidar com problemas que envolvem nao
linearidades, diferentemente do discriminante descrito anteriormente [32]. Essa
caracteristica leva a melhores desempenhos que o DLF na classificacdo diagnoéstica
de doencas neuromusculares [11,18].

Nesta segéo, a teoria sobre SVM est4 dividida em trés partes, para facilitar sua
exposi¢do. Primeiramente, € apresentado o conceito de hiperplano étimo de
separagao entre classes, de base para a construgdo de uma SVM, no contexto de

padrGes linearmente separaveis. Em seguida, o conceito & generalizado para o caso
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de padrées n&o-separaveis. Finalmente, € descrita a construcdo de SVMs para a

tarefa de reconhecimento de padrées, que devera ser realizada neste mestrado.

3.4.1. Hiperplano 6timo de separagao para padrdes linearmente

separaveis

Inicialmente, define-se um conjunto de N vetores x; (i = 1, ..., N) que consistem
em amostras de treinamento. Cada vetor de dados x; esta associado a uma resposta
desejada d;, que assume os valores +1 ou -1, dependendo da classe & qual a
respectiva amostra pertence. Um hiperplano capaz de separar essas duas classes
pode ser descrito pela equagéo [32]

wx+b=0, (23)
em que w é um vetor de pesos ajustaveis e b € um viés. A partir desse plano, pode-

S€ escrever as regras

wix, +b>0, d =+1
wa,.+b<O, d, =-1

(24)
em que d; é a saida desejada associada ao vetor de entrada x;.

Em sequida, define-se a margem de separagéo p como sendo a distancia
calculada entre o hiperplano definido pela equagédo 23 e o vetor de dados x; mais
proximo [32]. O hiperplano que maximiza o valor da margem de separagao p €
chamado de “hiperplano 6timo”. Sendo w, e b, os valores 6timos do vetor de pesos
e do viés definidos acima respectivamente, o objetivo de uma SVM é calcular essas
variaveis, de modo a se encontrar o hiperplano 6timo de separacdo. Os vetores x;

que se encontram mais proximos do hiperplano sdo chamados de vetores de

suporte.
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Para isso, define-se a funcéo discriminante
g(x)=wx+b,, (25)
que fornece uma medida da distancia algébrica de um vetor qualquer x até o

hiperplano o6timo [32]. Mais precisamente, pode-se demonstrar que a distancia

algébrica entre um vetor x e o hiperplano 6timo pode ser calculada como

)
T (26)

em que ”w”" ¢ a norma do vetor de pesos w,.

Quando se calcula a fungdo discriminante da equacgdo 25 para um vetor de
suporte, obtém-se, por definigdo, um valor unitario. O sinal pode ser positivo ou
negativo, dependendo de em qual lado do hiperplano o vetor se encontra.

Portanto, para um vetor de suporte, a margem de separagao vale

1
p=lrlzw- (27)

Da equagdo 27, conclui-se que, para que a margem de separagdo p seja
maximizada, ou seja, para que se obtenha o hiperplano 6timo, deve-se minimizar a
norma euclidiana do vetor de pesos w.

Desse fato, pode-se formular a minimizagao da fungéo de custo
1 7
O(w) = Ew w. (28)

Para se atender as regras estabelecidas nas restricbes 24, o problema de
otimizagédo € descrito da seguinte forma [32]: desejam-se encontrar os valores do

vetor de pesos w e do viés b de modo que a inequagéo
d-(wWx +b)>1, (29)

seja obedecida para todas as amostras de treinamento, ou seja, i= 1, 2, ..., N.
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Esse problema de otimizagdo pode ser resolvido utilizando-se o método dos
multiplicadores de Lagrange. Verifica-se que os valores 6timos w, e b, podem ser

calculados por [32]

N
wo = Cxo.idixi
Z.: B (30)
b, =1-w x
em que x' & um vetor de suporte do lado positivo do hiperplano 6timo e a,; sdo os

valores 6timos dos multiplicadores de Lagrange que maximizam a fungao objetivo

N l N N
O(a) = ;a,. _EZ Za,.ajd,.djx[xj, (31)

i=1 j=I

sujeita as restricoes

iaidi :0’ (32)

i=1
em que «, 20, para i=1,2,.., N. Dessa forma, todos os parametros podem ser

calculados a partir somente das amostras de treinamento x; e das respostas

desejadas d..
3.4.2. Hiperplano 6timo de separagdo para padrdes nao-separaveis

Existem situagbes em que os dados nZo obedecem todos & inequagao 29.
Podem-se destacar dois casos. No primeiro caso, o dado que ndo obedece a
condi¢do da inequagéo 29 esta localizado dentro da regido de separacio, mas do
lado certo da superficie de decisdo, de modo que a classificacdo é realizada
corretamente. No segundo caso, o dado se encontra do lado errado da superficie de

decisao, portanto, sua classificagéo ¢ incorreta.
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Em ambos os casos, pode-se modificar a inequagdo 29 incluindo-se um
conjunto de variaveis escalares nao-negativas &, i = 1, 2, ..., N. Entao, a condicao
imposta pela inequacao 29 é reescrita como [32]

d-(Wx +by>1-¢,. (33)

A fungao de custo definida pela equagéo 28 também é alterada, resultando em
l N
D(w) = waw+ CY &, (34)
=l

em gue o parametro C, que é selecionado pelo usuario, controla o conflito entre a
complexidade da SVM e o nimero de pontos nio-separaveis [32].

Os valores otimos w, e b, sdo calculados de forma semelhante ao caso
linearmente separavel, porém, deve-se fazer uma alteragdo nas restricoes impostas

na equacgao 32, para o calculo dos multiplicadores de Lagrange:
,\l
Dad =0, (35)
i=l

emque 0<qg,<C,parai=12 .., N.

Portanto, para o caso de padrdes nao-separaveis, o problema a ser resolvido é
muito parecido com o caso de padrdes linearmente separaveis, do ponto de vista
computacional. A dnica, mas importante, diferenga ¢ a restricdo imposta a equagao
35, ou seja, 0<a, <C, que & mais forte que a restricio a; >0 imposta a equacgdo

32.
3.4.3. Construcio de SVMs para reconhecimento de padroes

O funcionamento de uma SVM se baseia, essencialmente, em um par de

processos consecutivos.
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O primeiro consiste no mapeamento nio-linear dos vetores de entrada em um
espaco de alta dimensionalidade. Esse espacgo, conhecido como espago de
caracteristicas fica oculto da entrada e da saida da rede e tem como objetivo tornar
os dados de entrada linearmente separaveis. O teorema de Cover [32] sobre
separabilidade de padrées diz que um conjunto de padrées nao-linearmente
separaveis pode ser mapeado em um novo espaco multidimensional no qual esses
padroes sejam linearmente separaveis com alta probabilidade. No entanto, o
teorema n&o discute como a operagao deve ser feita de forma 6tima.

Por isso, surge a necessidade do segundo processo, que consiste na
construgao do hiperplano 6timo discutido anteriormente. Neste caso, os vetores a
serem separados sdo os vetores de entrada originais mapeados no espacgo de
caracteristicas que, por sua vez, sdo linearmente separaveis, sequndo o teorema de
Cover.

O primeiro processo, ou seja, 0 mapeamento dos dados de entrada, é realizado
por um conjunto de fungdes ndo-lineares ¢(x), para j = 1, 2, ..., my. Essas funcdes
devem ser definidas a priori, como sera descrito mais adiante. O nimero my de
fungbes é a dimenséo do espago de caracteristicas. Define-se, entdo, o hiperplano
de separagao pela equacio [32]

'”I

ij(pj(x)+b:0, (36)

em que w; sao 0s pesos que conectam o espago de caracteristicas ao espaco de

saida e b € um viés. A equag&o 36 pode ser reescrita de forma mais compacta como

m

ZOW,-%(X) =0, (37)
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fazendo-se gn(x) = 1, para todo x, e wp = b. Agrupando-se as varidveis w; em um
vetor w de dimensdo mi+1 e, analogamente, agrupando-se as func¢des @(x) em
outro vetor ¢(x), também de dimensdo mq+1, chega-se a

w p(x)=0, (38)
que € a equagao 37 reescrita na forma de um produto vetorial.

De forma analoga ao que foi desenvolvido nas subseges anteriores, pode-se

concluir que o vetor 6timo de pesos w, pode ser calculado segundo a equacéo
N
W, = Zao,id,‘(p(xi) , (39)
i=l

em que d,; sdo os valores oOtimos dos multiplicadores de Lagrange, d; sdo as
respostas desejadas para cada um dos vetores de entrada x; e ¢(x;) € a fungdo
definida anteriormente responsavel pelo mapeamento dos vetores de entrada para o
espaco de caracteristicas. A equagdo 39 é equivalente ao par de equacdes 30, ja
que o primeiro componente de w, é igual ao viés b,.

Os multiplicadores de Lagrange a,; sdo calculados minimizando-se a fungéo
objetivo

N 1 N N
O() =Za —Egga,a,-d,d,(p’(x,- )p(x,), (40)

sujeita as restrices impostas pela equagdo 35. Dentre os multiplicadores de
Lagrange a,,, aqueles que possuirem valor ndo-nulo definem quais dos vetores de
treinamento x; serdo os vetores de suporte.

Finalmente, define-se o nducleo de produto interno como sendo o produto de
funcgoes [21]
K(x,x,)=¢" (x)o(x,), (41)
que permite reformular a equagéo 40 como
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1 N

N N
Q(a):Za,—EZZa,ajd,.dlK(x,,xj). (42)

Os nucleos de produto interno devem ser escolhidos de forma a satisfazer o
teorema de Mercer [21], portanto, ha alguns grupos de fungdes que sdo comumente
utilizados com esse fim, pois se sabe que obedecem ao teorema. Uma escolha
freqliente [8,15,16] sdo os nucleos polinomiais, definidos como

K(x,x;)=(xx, +1)”, (41)
em que a poténcia p é definida a priori pelo usuario. Neste mestrado, utilizou-se um
nucleo polinomial [8] de ordem 2.
A fungéo discriminante, originalmente apresentada na equacéo 25 pode, agora,

ser escrita da seguinte forma
Ny
g(x) . Zau.idiK(xi’x)+b()’ (42)
i=1

em que Ns € o numero de vetores de suporte, a,; sd0 os valores 6timos dos
multiplicadores de Lagrange, d; sdo as respostas desejadas equivalentes a cada
vetor de treinamento x;, b, é o viés, x & o vetor que se deseja classificar e K(x;,x) é o
nucleo de produto interno, definido na equagéo 40.

Finalmente, a figura 3.1 mostra de forma esquematica a estrutura de uma SVM.
A primeira camada, denominada camada de entrada, representa os atributos de entrada
da rede, x(/), 1 =1, 2, ..., my, ou seja, os elementos do vetor x = [x(1) x(2) ... x(mo)] que,
neste trabalho, seriam os coeficientes do modelo ARMA.

A segunda camada, denominada camada oculta, possui m; neurdnios. Um
neurbnio € um operador matematico que, neste caso, calcula o nucleo de produto

interno entre o vetor de entrada x e um dos m4 vetores de suporte x;.
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Figura 3.1 — Estrutura de uma SVM.

Na ultima camada, entdo, as saidas dos neurdnios da segunda camada sdo
ponderadas e somadas, junto ao viés b, resultando na saida g(x), definida pela

equacao 42.

3.5. Estratégia de classificacdo

Para cada um dos 171 sinais de EMG utilizados nesta dissertacdo foram
calculados os coeficientes dos modelos ARMA(p,q) com 1 < (p + q) < 55, resultando
num total de 1595 modelos. Para cada modelo, os sinais, representados pelos
coeficientes ARMA foram classificados utilizando-se as duas ferramentas de
classificagao descritas nas duas se¢des anteriores.

Para ambos os métodos, a classificagdo dos sinais de EMG foi feita em duas
etapas, com separag&o prévia dos sinais normais, ou seja, em uma primeira etapa,

separaram-se os sinais normais dos patologicos (grupo que engloba os sinais
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neuropaticos e miopaticos). Em uma segunda etapa, os sinais classificados como
patoldgicos foram separados entre neuropéticos e miopaticos.

Na primeira etapa de classificagéo, foram utilizados 18 sinais provenientes de
dois individuos normais e 36 sinais provenientes de quatro individuos patolégicos
(18 sinais de dois individuos neuropaticos e 18 sinais de dois individuos miopaticos)
para o conjunto de teste. Os demais 117 sinais do banco de dados, provenientes de
quatro individuos normais, trés individuos neuropaticos e quatro individuos
miopaticos, foram utilizados para treinamento.

Na segunda etapa, o treinamento foi feito com os mesmos sinais provenientes
de individuos neuropaticos e miopaticos utilizados na primeira etapa, e foram
utilizados para teste todos os sinais que tinham sido classificados como patologicos

na primeira etapa.
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4. Resultados

Para cada modelo ARMA(p,q), com 1 < (p + q) < 55, foi feita a classificacdo dos
o4 sinais de EMG do conjunto de teste, confirme descrito no final do capitulo
anterior, utilizando-se o discriminante linear de Fisher (DLF) e a maquina de vetor de
suporte (SVM), ambos implementados em ambiente Matlab® por rotinas escritas

durante este mestrado.

4.1. Primeira etapa de classificagéo

Na figura 4.1, estdo as taxas de acerto (porcentagem de sinais corretamente
classificados) obtidas ao final da primeira etapa de classificagdo com o DLF. Além
das taxas calculadas para os 54 sinais, também estdo as taxas parciais somente
para sinais normais, patologicos, neuropaticos e miopaticos. O nlmero de
coeficientes auto-regressivos p estd representado no eixo das ordenadas, e o
numero de coeficientes de média movel g esta representado no eixo das abscissas.
Taxas de acerto mais elevadas sdo representadas por tons mais avermelhados,
enquanto as taxas mais baixas sdo representadas por tons de azul, como indica a
barra vertical na figura.

A figura 4.1.a com as taxas de acerto da primeira etapa mostra que os
melhores resultados nessa etapa so obtidos para modelos do tipo ARMA(p,q) com
0 < p = 2 (proximos ao eixo das abscissas) e do tipo ARMA(p,0) (no eixo das

ordenadas).
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Figura 4.1 — Taxas de acerto na primeira etapa de classificagéo com o DLF para (a) todos sinais, (b)

sinais normais, (c) sinais patolégicos, (d) sinais neuropéticos e (e) sinais miopaticos, utilizando-se

modelos ARMA (p,q) com 1 < (p + g) < 55.

43



Comparando-se as figuras 4.1.b e 4.1.c, observa-se que, para a maior parte
dos modelos, as taxas de acerto sdo maiores para os individuos normais do que
para os patoldgicos. Essa caracteristica torna-se mais acentuada para a maior parte
dos modelos ARMA(p,q) com 0 < p < 2 (proximos ao eixo das abscissas). A taxa de
acerto media (calculada para os 1595 modelos analisados) é de 70,1% para os
sinais normais, enquanto é de somente 50,8% para os sinais patologicos.

No entanto, para varios modelos ARMA(p,0) (no eixo das ordenadas), observa-
se que a taxa de acerto para sinais patolégicos supera a taxa de normais. Além
disso, para varios modelos com até 5 coeficientes (proximos da origem), isto é,
ARMA(p,q) com 1 < (p + q) < 5, todos os sinais sao classificados como patologicos.

Além disso, observa-se nas figuras 4.1.d e 4.1.e que as taxas de acerto, em
geral, sdo maiores para os sinais miopaticos do que para os sinais neuropaticos. A
taxa média calculada sobre todos os modelos é 59,6% para os sinais miopaticos, e
apenas 42,0% para os sinais neuropaticos.

Na figura 4.2, estdo as taxas de acerto obtidas na primeira etapa de
classificagdo utilizando-se a SVM. A figura 4.2.a, que contém os resultados com
todos os 54 sinais de teste da primeira etapa, foi obtida pela SVM e indica que os
melhores resultados s&o associados aos modelos ARMA(p,q) com 1 < p < 3 (proximos
ao eixo das abscissas) e também nos modelos ARMA(p,q) com 0 < g < 1 (proximos ao
eixo das ordenadas). Comparando-se com a figura 4.1.a, verifica-se que o valor
médio da taxa de acerto global calculada sobre os 1595 modelos é de 60,9% para a
SVM e de 57,2% para o DLF.

Observando-se as figuras 4.2.b e 4.2.c, notam-se taxas de acerto mais
elevadas, em média, para os sinais normais (74,4%) do que para os patologicos

(54,0%).
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Figura 4.2 — Taxas de acerto na primeira etapa de classificag

sinais miopaticos, utilizando-se

sinais normais, (c) sinais patologicos, (d) sinais neuropaticos e (e)

modelos ARMA (p,q) com 1 < (p + q) < 55.
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Para sinais normais, as taxas mais elevadas estdo na faixa de modelos
ARMA(p,q) com 0 < p < 2 (proximos ao eixo das abscissas), semelhantemente aos
resultados com o DLF. No entanto, ha também uma faixa de modelos com 0 < q < 1
(proximos ao eixo das ordenadas), em que as taxas de acerto para sinais normais
também sdo mais elevadas do que para os sinais patologicos, o que ndo acontecia
na classificagao usando o DLF.

Quanto aos modelos ARMA(p,q) com 1 < (p + q) < 5 (proximos a origem),
também existem casos em que todos os sinais sdo classificados como patolégicos,
como acontecia com o DLF. No entanto, ha também alguns casos em que todos os
sinais séo classificados como normais.

Nota-se, também, que os sinais neuropaticos também levam a taxas de acerto
menores que os miopaticos, como acontecia com o DLF. Em comparagédo aos
resultados obtidos com o DLF, as taxas médias calculadas com a SVM sao maiores:

47,0% para os sinais neuropaticos e 61,2% para os sinais miopaticos.

4.2. Segunda etapa de classificagdo

A figura 4.3 apresenta as taxas de acerto obtidas na segunda etapa de
classificagdo com o DLF. Neste caso, calculou-se a taxa de acerto como a relacéo
entre o numero de sinais corretamente classificados na segunda etapa e o numero
de sinais patolégicos corretamente classificados na primeira etapa.

E possivel observar que as taxas de acerto sdo, de um modo geral, maiores para
0s sinais miopaticos do que para os sinais neuropaticos. O valor médio da taxa de

acerto para os sinais miopaticos foi 66,6% e para os sinais neuropaticos foi 56,1%.
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Figura 4.3 — Taxas de acerto na segunda etapa de classificagdo com o DLF para (a) todos sinais, (b)

sinais neuropaticos e (c¢) sinais miopaticos, utilizando-se modelos ARMA (p,q) com 1 < (p + g) < 55.
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Comparando as figuras 4.3.b e 4.3.c, também se pode observar que, para
modelos ARMA(p,0) com 2 < p < 26 (proximos ao eixo das ordenadas), todos os
sinais patologicos foram classificados como neuropaticos. O mesmo acontece para
outros modelos de poucos coeficientes (proximos a origem).

Ao contrario do que acontecia na primeira etapa, na segunda etapa ndo se
observam agrupamentos de modelos que resultem sempre em altas taxas de acerto
global.

Na figura 4.4, estdo as taxas de acerto encontradas na segunda etapa de
classificagdo utilizando a SVM. Primeiramente, nota-se que, ao contrario do DLF, a
SVM fornece taxas de acerto menores para os sinais miopaticos (valor médio de
64,0%) do que para os neuropaticos (valor médio de 65,9%).

O valor médio das taxas de acerto globais na segunda etapa com a SVM
(64,7%) foi levemente superior ao valor médio das taxas obtidas com o DLF (63,4%).
Além disso, ao contrario do que acontecia com o DLF, é possivel encontrar
agrupamentos de altas taxas de acerto quando se utiliza a SVM. Dois grupos
perceptiveis sdo os modelos ARMA(p,q) com 30 < p < 54 e 0 < g < 1 (ordenadas

altas) e os modelos ARMA(0,q) com 15 < g < 53 (abscissas altas).

4.3. Resultados finais da classificagdo

Na figura 4.5 encontram-se as taxas de acerto finais da classificagéo feita com
o DLF. As taxas para os sinais normais foram omitidas na figura pois os valores sdo

0s mesmos obtidos na primeira etapa (figura 4.1.b).
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Figura 4.4 — Taxas de acerto na segunda etapa de classificagdo com a SVM para (a) todos sinais, (b)

sinais neuropaticos e (c) sinais miopéticos, utilizando-se modelos ARMA (p,q) com 1 < (p + g) < 55.
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Figura 4.5 — Taxas de acerto finais de classificagdo com o DLF para (a) todos sinais, (b) sinais

neuropaticos e (c) sinais miopaticos, utilizando-se modelos ARMA (p,q) com 1 < (p + g) < 55.
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As taxas de acerto globais obtidas ao final da classificagao utilizando o DLF
possuem valor médio de 44,8% e o valor maximo de 79,6%, obtido para os modelos
ARMA(48,0) e ARMA(50,0). Taxas acima de 70% podem ser observadas em alguns
modelos ARMA(p,q) com 0 < p <2 e 20 < q < 40 (abscissas altas) e para varios
modelos ARMA(p,0) com 41 < p < 51 (ordenadas altas).

Novamente as taxas de acerto obtidas para os sinais neuropaticos s3o
menores que para os miopaticos. O valor médio das taxas de acerto foi 25,2% para
os sinais neuropaticos e 39,2% para os sinais miopaticos. Para esses dois tipos de
sinais, as taxas de acerto mais altas foram obtidas, em geral, para os modelos
ARMA(p,0) com 33 < p < 51 (ordenadas altas).

Os resultados finais obtidos com a SVM estdo apresentados na figura 4.6. As
taxas globais obtidas ao final da classificacdo possuem valor médio de 48,3% e o valor
maximo de 88,9%, encontrado para o modelo ARMA(39,0). Além disso, taxas de acerto
acima de 70% s&o obtidas para todos os modelos ARMA(p,0) com 32 < p < 54
(ordenadas altas) e diversos modelos do tipo ARMA(p,1) com 33 < p < 52 (ordenadas
altas). Também séo observadas taxas de acerto em torno de 70 % para modelos do
tipo ARMA(1,q) para 9 < g < 42 (abscissas).

Mais uma vez é possivel observar que as menores taxas de acerto sio obtidas
para os sinais neuropéaticos (31,5%), apesar de que as taxas obtidas para os sinais

miopaticos também n&o sejam muito elevadas (39,1%).
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Figura 4.6 — Taxas de acerto finais de classificagdo com a SVM para (a) todos sinais, (b) sinais

neuropaticos e (c) sinais miopaticos, utilizando-se modelos ARMA (p,q) com 1 < (p + g) < 55.
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4.3.1. Modelos auto-regressivos

Dados os resultados apresentados acima, decidiu-se detalhar o resultado da
classificagéo para alguns modelos especificos cujas taxas de acerto de classificacao
foram altas. Na figura 4.7, esta detalhada a classificagdo de cada um dos 54 sinais
do grupo de teste para os modelos auto-regressivos ARMA(p,0) com 1 < p < 55 (eixo
das ordenadas), utilizando-se o DLF e a SVM. Cada linha representa um sinal,
sendo que os sinais de 1 a 18 pertencem a individuos normais, os sinais de 19 a 36
pertencem a individuos neuropaticos e os sinais de 37 a 54 pertencem a individuos
miopaticos. Os sinais classificados como normais foram representados pela cor
branca, aqueles classificados como neuropaticos, pela cor azul, e aqueles
classificados como miopaticos, pela cor vermelha.

Quando se utilizam modelos ARMA(p,0), com p < 6, quase todos sinais s&o
classificados como neuropaticos pelo DLF (figura 4.7.a), enquanto a SVM (figura
4.7 b) os classifica como normais.

Para p < 30, o DLF classifica quase todos os sinais miopaticos como sendo
neuropaticos. Além disso, os sinais normais classificados erroneamente como
patolégicos também sdo classificados como neuropaticos, na maioria dos casos. A
SVM ¢ capaz de classificar corretamente os sinais miopaticos a partir de ordens
mais baixas, a partir de p = 19.

Para p > 31, a SVM classifica corretamente todos os 18 sinais normais.
Também é possivel observar que, em geral, o nimero de sinais classificados como

normais pela SVM é maior que o nimero de sinais assim classificados pelo DLF.
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Figura 4.7 - Sinais normais (1 a 18), neuropaticos (19 a 36) e miopaticos (37 a 54) classificados como
normais (branco), neuropaticos (azul) e miopaticos (vermelho), para modelos ARMA(p,0), utilizando

(a) o DLF e (b) a SVM.
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Nota-se, além disso, que sinais que s&o quase sempre classificados
incorretamente por um dos classificadores ndo sao, necessariamente, classificados
incorretamente pelo outro, por exemplo, o sinal de nimero 24. Ele é proveniente de
um individuo neuropatico e é sempre classificado como normal pela SVM. No

entanto, ¢ classificado corretamente pelo DLF em 88,9% dos casos.

4.3.2. Modelos de média mével

Na figura 4.8, quando se observam os resultados para os modelos de média
movel ARMA(0,q), 1 < g < 55 (eixo das abscissas), nota-se que a classificagao
fornecida por modelos adjacentes tem um comportamento mais aleatério do gue nos
modelos auto-regressivos. O nimero de sinais normais classificados corretamente
pelo DLF é quase sempre elevado. Entretanto, o nimero total de sinais classificados

como normais pela SVM supera o nimero de sinais assim classificados pelo DLF.

4.3.3. Modelos auto-regressivos de média mével préximos ao eixo

das ordenadas

Na figura 4.9 também foi representada a classificagdo individual de cada um dos
94 sinais do grupo de teste utilizando-se o DLF e a SVM. Para estes graficos, foram
utilizados os modelos ARMA(p,1), com 0 < p < 54. Observa-se que a classificagio de
um dado sinal para valores consecutivos de p se altera com muito mais freqiiéncia

do que para os modelos auto-regressivos, mostrados na figura 4.7.
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Figura 4.8 — Sinais normais (1 a 18), neuropaticos (19 a 36) e miopéaticos (37 a 54) classificados como
normais (branco), neuropaticos (azul) e miopaticos (vermelho), para modelos ARMA(0,q), utilizando

(a) o DLF e (b) a SVM.
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Figura 4.9 — Sinais normais (1 a 18), neuropéaticos (19 a 36) e miopéticos (37 a 54) classificados como
normais (branco), neuropaticos (azul) e miopaticos (vermelho), para modelos ARMA(p,1), utilizando

(a) o DLF e (b) a SVM.
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Modelos com um numero muito pequeno de coeficientes levam, em geral, os
classificadores a atribuir erroneamente quase todos os sinais a uma mesma classe.
Nota-se, também, que, ao se passar dos modelos ARMA(p,0) para os modelos
ARMA(p,1), o numero de sinais patoldgicos classificados como normais aumenta,
principalmente para o DLF.

A figura 4.10, mostra o resultado da classificagdo feita para cada um dos 54
sinais, utilizando-se o DLF e a SVM, e modelos ARMA(p,2), com 0 < p < 53. Esses
modelos fornecem, tanto com o DLF como com a SVM, resultados com uma
aparéncia aleatéria, de forma que a classificagdo da maioria dos sinais muda entre

dois modelos com valores consecutivos de p.

4.3.4. Modelos auto-regressivos de média mével préoximos ao eixo

das abscissas

Ja os modelos ARMA(1,q), com 0 < q < 54, ilustrados na figura 4.11, levam a
uma classificagdo mais constante, de forma que valores de g consecutivos, em
geral, fazem com que a classificagdo da maior parte dos sinais se mantenha
inalterada.

A figura 4.12, finalmente, mostra os resultados para os modelos ARMA(2,q), com
0 = g < 53. Apesar de esses modelos apresentarem taxas aparentemente aleatérias
como os modelos da figura 4.10, existem varios sinais cuja classificagdo se mantém

constante mesmo para grandes variagdes de g, principalmente quando se usa a SVM.
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Figura 4.10 — Sinais normais (1 a 18), neuropaticos (19 a 36) e miopéticos (37 a 54) classificados
como normais (branco), neuropéticos (azul) e miopéaticos (vermelho), para modelos ARMA(p,2),

utilizando (a) o DLF e (b) a SVM.
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Figura 4.11 — Sinais normais (1 a 18), neuropaticos (19 a 36) e miopaticos (37 a 54) classificados

como normais (branco), neuropéticos (azul) e miopaticos (vermelho), para modelos ARMA(1,q),

utilizando (a) o DLF e (b) a SVM.
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Figura 4.12 — Sinais normais (1 a 18), neuropaticos (19 a 36) e miopaticos (37 a 54) classificados
como normais (branco), neuropéticos (azul) e miopaticos (vermelho), para modelos ARMA(2,q),

utilizando (a) o DLF e (b) a SVM.
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5. Analise e concluséo

Os resultados apresentados no capitulo anterior podem, em primeiro lugar,
ser comparados com outros trabalhos da literatura que tenham investigado a
classificagao diagnodstica de sinais de eletromiografia (EMG), representados por
modelos auto-regressivos (AR).

Pattichis e Elia [6], utilizaram modelos AR de ordem 12 para representar
sinais eletromiograficos de agulha. Os sinais utilizados por Pattichis e Elia
possuiam somente 25,6ms de duragdo, diferentemente dos sinais de 800ms
utilizados neste mestrado. Em seu trabalho, a separagéo entre sinais normais,
miopaticos e neuropaticos foi feita utilizando-se trés arquiteturas de redes neurais
artificiais: mapa auto-organizavel, rede de fungdo de base radial e perceptron
multicamada treinado por retropropagacido de erro. A maior taxa de acerto,
56,2%, foi obtida utilizando-se o perceptron. Neste mestrado, utilizando o modelo
auto-regressivo ARMA(12,0), obteve-se a taxa de acerto de 50,0% com o
discriminante linear de Fisher (DLF) e de 64,8% com a maquina de vetor de
suporte (SVM), resultados comparaveis com os obtidos pelos autores.

Abou-Chadi e colaboradores [11] utilizaram 20 coeficientes AR para fazer a
classificag@o entre individuos normais e miopaticos. Neste caso, os sinais de
EMG foram captados com eletrodos de superficie, e utilizaram-se trechos com
500ms de duragdo. O uso de varias arquiteturas de redes neurais artificiais
levaram a taxas de acerto de até 90,0% (com o perceptron e a rede
probabilistica) e o uso do tradicional DLF levou & taxa de acerto de 60,0%. Para

poder comparar esses resultados com os obtidos neste mestrado, foi feito um
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treinamento apenas com sujeitos normais e miopaticos, descartando-se os
neuropaticos. Para o modelo auto-regressivo ARMA(20,0), obteve-se a taxa de
acerto de 77,8% com o DLF e 69,4% com a SVM. Os resultados sdo superiores
ao obtido pelos autores com o DLF, mas inferiores ao obtido com o perceptron.

Inbar e Noujaim [10] também utilizaram 20 coeficientes AR para representar
sinais de EMG de superficie, com 800ms de duragdo. Ao fazerem a classificagao
de individuos normais e patolégicos por meio do DLF, obtiveram uma taxa de
acerto de 87,5%. Neste mestrado, na primeira etapa de classificagéo (separacao
entre sinais normais e patologicos), obteve-se uma taxa de acerto de 75,9% com
o DLF e 81,5% com a SVM, utilizando-se o modelo auto-regressivo ARMA(20,0).
Esses resultados estdo proximos aos apresentados pelos autores.

Na classificagéo entre individuos neuropaticos e miopaticos, Inbar e Noujaim
[10] obtiveram uma taxa de acerto de 75,0% com o modelo AR(20). Neste
mestrado, um novo treinamento foi efetuado entre os sinais neuropaticos e
miopaticos para que os resultados pudessem ser comparados. Chegou-se a uma
taxa de acerto de 52,8% com o DLF e de 66,7% com a SVM, sempre utilizando-
se o modelo ARMA(20,0). O resultado obtido neste caso foi sensivelmente inferior
ao obtido pelos autores.

Guler e Koger [17], finalmente, utilizaram modelos AR de ordem 50 e fizeram
a separacao entre individuos normais, neuropaticos e miopaticos, usando SVMs.
Obteve-se a taxa de acerto de 94,4%. Neste mestrado, o uso do modelo
ARMA(50,0) resultou na taxa de acerto de 79,6% com o DLF e de 70,4% com a
SVM. Os valores foram, novamente, inferiores aos apresentados pelos autores.

As diferencgas entre os resultados obtidos neste mestrado e os encontrados

por Abou-Chadi [11], Inbar [10] e Guler [17] podem ser justificados pelo fato de
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que esses autores utilizaram sinais de EMG de superficie, cujas caracteristicas
sao muito diferentes dos sinais de agulha utilizados neste trabatho. Além disso,
os bancos de sinais de EMG utilizados nos diversos trabalhos foram obtidos a
partir de individuos diferentes, conseqiientemente, seria previsivel que os
resultados da classificagdo variassem bastante de um trabalho para outro.

Apos a andlise dos resultados obtidos neste mestrado para modelos AR,
decidiu-se comparar também o desempenho da classificacéo utilizando modelos
ARMA(p.q), com mesmo numero de coeficientes que os modelos AR. Dessa
forma, é possivel observar se ha melhoras perceptiveis na substituicdo de
modelos AR por modelos ARMA.

Na tabela 5.1 estdo apresentadas as taxas de acerto na classificacédo de
sinais normais, neuropaticos e miopaticos utilizando-se modelos ARMA(p,12-p)
com 0 < p < 12. Esses resultados poderiam ser comparados com os resultados
obtidos por Pattichis e Elia [6], que utilizaram um modelo AR com 12
coeficientes.

Observa-se que as taxas, em média, sdo inferiores aquelas obtidas com o
modelo auto-regressivo ARMA(12,0). Entretanto, com a SVM, é possivel, a partir
do modelo ARMA(1,11), alcangar uma taxa de acerto de 81,5%, sensivelmente
superior a taxa de 64,8% obtida com o modelo AR. Esse resultado mostra que um
modelo ARMA com o mesmo numero de coeficientes que o AR elevou
consideravelmente o desempenho da classificagdo. Além disso, comparando-se a
SVM com o DLF, observaram-se taxas maiores para a SVM em dez dentre os

treze modelos avaliados.
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Tabela 5.1: Taxas de acerto obtidas na classificagdo de sinais normais, neuropaticos e

miopaticos, para cada um dos modelos ARMA(p,12-p), utilizando-se o DLF e a SVM.

Modelo ‘DLF | SVM
ARMA(0,12) | 61,1% | 50,0%
ARMA(1,11) | 46,3% | 81,5%
ARMA(2,10) | 59,3% | 64,8%
ARMA(3,9) | 59,3% | 55,6%
ARMA(4,8) | 50,0% | 63,0%
ARMA(G5,7) | 44,4% | 51,9%
ARMA(6,6) | 352% | 42,6%
ARMA(75) | 42,6% | 35.2%
ARMA(8,4) | 51,9% | 53.7%
ARMA(9,3) | 35,2% | 59,3%
ARMA(10,2) | 33,3% | 46,3%
ARMA(11,1) | 53,7% | 66,7%
ARMA(12,0) | 50,0% | 64,8%

maximo 61,1% | 81,5%
minimo 33,3% | 35,2%
média 47,9% | 56,6%

desvio padrao | 9,1% | 12,0%

Para uma comparagdo com os resultados obtidos por Abou-Chadi e
colaboradores [11], o treinamento com sinais normais e miopaticos foi repetido para
modelos ARMA(p,20-p), com 20 coeficientes, para 0 < p < 20. A classificagdo dos
sinais de teste normais e miopaticos resultou nas taxas de acerto apresentadas na
tabela 5.2.

Observa-se que, quando a classificacio ¢ feita por meio da SVM, a taxa média
de acerto para os 21 modelos testados (70,8%) foi muito proxima a taxa obtida para
0 modelo auto-regressivo ARMA(20,0), de 69,4%. Além disso, nota-se que, para
muitos modelos ARMA de 20 coeficientes, as taxas de acerto sdo sensivelmente
superiores as obtidas com o modelo AR. Para o modelo ARMA(18,2), por exemplo,

obteve-se uma taxa de acerto de 86,1% com a SVM.
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Tabela 5.2: Taxas de acerto obtidas para cada um dos modelos ARMA(p,20-p), na

separagao entre sinais normais e miopaticos, utilizando-se o DLF e a SVM.

Modelo DLF | SVM
ARMA(0,20) 61,1% | 72,2%
ARMA(1,19) 63,.9% | 77,8%
ARMA(2,18) 63,9% | 80,6%
ARMA(3,17) 61,1% | 75,0%
ARMA(4,16) 83,3% | 75,0%
ARMA(5,15) 98,3% | 63,9%
ARMA(6,14) 61,1% | 52,8%
ARMA(7,13) 72,2% | 77,8%
ARMA(8,12) 63,9% | 69,4%
ARMA(9,11) 80,6% | 63,8%

ARMA(10,10) | 72,2% | 66,7%
ARMA(11,9) 98,3% | 69,4%
ARMA(12,8) 77,8% | 66,7%
ARMA(13,7) 72,2% | 72,2%
ARMA(14,6) 72,2% | 55,6%
ARMA(15,5) 75,0% | 69,4%
ARMA(16,4) 77,8% | 75,0%
ARMA(17,3) 83,3% | 77,8%
ARMA(18,2) 61,1% | 86,1%
ARMA(19,1) 98,3% | 69,4%
ARMA(20,0) 77,8% | 69,4%

maximo 83,3% | 86,1%
minimo 58,3% | 52,8%
média 69,3% | 70,8%

desvio padrao 8,7% | 7,8%

Modelos ARMA(p,20-p), com 20 coeficientes, para 0 < p < 20 também foram
utilizados para comparagées com o trabalho de Inbar e Noujaim [10]. Os resultados
obtidos na separacéo entre sinais normais e patologicos, durante a primeira etapa
de classificagdo, estdo apresentados na tabela 5.3. Os resultados obtidos na
separagao entre sinais neuropaticos e miopaticos, apds treinamento especifico dos

classificadores, estédo apresentados na tabela 5.4.
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Tabela 5.3: Taxas de acerto obtidas para cada um dos modelos ARMA(p,20-p), na

separagao entre sinais normais e patoldgicos, utilizando-se o DLF e a SVM.

Modelo DLF | SVM
ARMA(0,20) | 72,2% | 74,1%
ARMA(1,19) | 74,1% | 75,9%
ARMA(2,18) | 63,0% | 66,7%
ARMA(3,17) | 70,4% | 63,0%
ARMA(4,16) | 57,4% | 72,2%
ARMA(5,15) | 53,7% | 77,8%
ARMA(6,14) | 44,4% | 64,8%
ARMA(7,13) | 61,1% | 64,8%
ARMA(8,12) | 42,6% | 64,8%
ARMA(9,11) | 57,4% | 51,9%
ARMA(10,10) | 35,2% | 68,5%

 ARMA(11,9) | 57,4% | 66,7%
ARMA(12,8) | 48,1% | 61,1%
ARMA(13,7) | 50,0% | 64,8%
ARMA(14.6) | 68,5% | 72,2%
ARMA(155) | 51,9% | 72,2%
ARMA(16,4) | 68,5% | 57,4%
ARMA(17,3) | 75,9% | 77.8%
ARMA(18,2) | 68,5% | 81,5%
ARMA(19,1) | 57,4% | 66,7%
ARMA(20,0) | 75,9% | 81,5%

maximo 75,9% | 81,5%
minimo 35,2% | 51,9%
média 59,7% | 68,9%

desvio padrao | 11,7% | 7,7%

Em primeiro lugar, comparando-se sinais normais e partologicos ,observa-se
que as taxas medias de acerto para todos os modelos ARMA considerados é menor
ou igual a obtida com o modelo AR.

Entretanto, o valor médio para os modelos ARMA ¢ maior que o valor obtido
com o modelo AR, na separagéo entre sinais neuropaticos e miopaticos. Neste caso,
observa-se que as taxas de acerto obtidas para modelos ARMA superam em muitas
vezes aquelas obtidas para o modelo AR, como tanto com o DLF quanto com a
SVM. O modelo ARMA(1,19) € um bom exemplo: as taxas de acerto foram 77,8% e

86,1%, para o DLF e para a SVM, respectivamente. Essas taxas s3o
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perceptivelmente mais elevadas que respectivas taxas de 52,8% e 66,7%, obtidas a

partir do modelo auto-regressivo ARMA(20,0).

Tabela 5.4: Taxas de acerto obtidas para cada um dos modelos ARMA(p,20-p), na

separagao entre sinais neuropaticos e miopaticos, utilizando-se o DLF e a SVM.

Modelo DLF SVM
ARMA(0,20) 72,2% | 63,9%
ARMA(1,19) 77,8% | 86,1%
ARMA(2,18) 75,0% | 58,3%
ARMA(3,17) 75,0% | 61,1%
ARMA(4,16) 69,4% | 75,0%
ARMA(5,15) 75,0% | 69,4%
ARMA(6,14) 66,7% | 72,2%
ARMA(7,13) 66,7% | 75,0%
ARMA(8,12) 63,9% | 47,2%
ARMA(9,11) 83,3% | 58,3%

ARMA(10,10) 83,3% | 72,2%
ARMA(11,9) 55,6% | 63,9%
ARMA(12,8) 72,2% | 75,0%
ARMA(13,7) 66,7% | 69,4%
ARMA(14,6) 66,7% | 72.2%
ARMA(15,5) 77,8% | 69,4%
ARMA(16,4) 72,2% | 61,1%
ARMA(17,3) 72,2% | 61,1% |
ARMA(18,2) 52,8% | 69,4%
ARMA(19,1) 66,7% | 69,4%
ARMA(20,0) 52,8% | 66,7%

maximo 83,3% | 86,1%
minimo 52,8% | 47,2%
média 69,7% | 67,5%

desvio padrao 8,6% | 8,2%

Finalmente, foram separadas na tabela 5.5 as taxas de acerto obtidas na
classificagdo de sinais normais, neuropaticos e miopaticos a partir de modelos
ARMA(p,50-p), com 50 coeficientes, para que se pudessem comparar os resultados

com os obtidos por Guler e Koger [17].
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Tabela 5.5: Taxas de acerto obtidas para cada um dos modelos ARMA(p,50-p), na

separagao entre sinais normais, neuropaticos e miopaticos, utilizando-se o DLF e a SVM.

Modelo DLF SVM
ARMA(0,50) 57.4% 48,1%
ARMA(1,49) 59,3% 64,8%
ARMA(2,48) 72.2% 57,4%
ARMA(3,47) 50,0% 63,0%
ARMA(4,46) 51,9% 53,7%
ARMA(5,45) 40,7% 44 4%
ARMA(6,44) 51,9% 51,9%
ARMA(7,43) 50,0% 50,0%
ARMA(8.,42) 44 4% 48,1%
ARMA(9,41) 50,0% 40,7%

ARMA(10,40) 42.6% 42.6%
ARMA(11,39) 33,3% 48,1%
ARMA(12,38) 44 4% 42.6%
ARMA(13,37) 59,3% 33,3%
ARMA(14,36) 51,9% 33,3%
ARMA(15,35) 50,0% 38,9%
ARMA(16,34) 40.7% 42 6%
ARMA(17,33) 42 6% 42,6%
ARMA(18,32) 51,9% 40,7%
ARMA(19,31) 40,7% 40,7%
ARMA(20,30) 35,2% 48,1%
ARMA(21,29) 33,3% 44 4%
ARMA(22,28) 35,2% 37.0%
ARMA(23,27) 38,9% 33,3%
ARMA(24,26) 33,3% 42 6%
ARMA(25,25) 37,0% 42 6%
ARMA(26,24) 33,3% 46,3%
ARMA(27 23) 37,0% 38,9%
ARMA(28,22) 44 4% 37.0%
ARMA(29,21) 27,8% 46,3%
ARMA(30,20) 38,9% 31,5%
ARMA(31,19) 44,4% 40,7%
ARMA(32,18) 42 6% 42 6%
ARMA(33,17) 51,9% 48,1%
ARMA(34,16) 48, 1% 42 6%
ARMA(35,15) 44,4% 44 4%
ARMA(36,14) 29,6% 40,7%
ARMA(37,13) 31,5% 38,9%
ARMA(38,12) 33,3% 48,1%
ARMA(39,11) 37,0% 42 6%
ARMA(40,10) 29,6% 42 6%
ARMA(41,9) 31,5% 46,3%
ARMA(42,8) 33,3% 44,4%
ARMA(43,7) 46,3% 40,7%
ARMA(44,6) 37,0% 48 1%
ARMA(45,5) 46,3% 40,7%
ARMA(46,4) 48,1% 46,3%
ARMA(47.3) 31.5% 53,7%
ARMA(48,2) 38,9% 44,4%
ARMA(49,1) 44 4% 74 1%
ARMA(50,0) 79,6% 70,4%
maximo 79,6% 74,1%
minimo 27.8% 31,5%
média 43,3% 45,4%
desvio padrao 10,5% 8,6%
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Neste caso, observa-se que as taxas obtidas com modelos ARMA sdo, em
média, bastante inferiores aquelas obtidas com o modelo AR. Somente o modelo
ARMA(49,1) resulta em uma taxa de acerto melhor que o modelo ARMA(50,0),
quando utilizada a SVM. Portanto, ndo é vantajoso o uso de modelos ARMA(p,50-p)
em comparagao ao AR(50).

No entanto, € importante frisar que as comparagdes realizadas com os
resultados da literatura sugerem que o uso de modelos ARMA de ordem pequena
(12 ou 20) traz vantagens em relagéo ao uso de modelos AR. A seguir, os resultados
obtidos neste trabalho, e detalhados no capitulo anterior, serdo comparados entre si,
de forma a analisar a viabilidade do uso de modelos ARMA no lugar dos modelos
AR, com a finalidade de auxiliar a classificagdo diagnostica de sinais de EMG.

Os resultados apresentados no capitulo anterior mostraram, em primeiro lugar,
que, para modelos ARMA(p,q) com um nimero muito reduzido de coeficientes, ou
seja, (p + q) <5, as taxas de acerto sdo muito baixas, tanto para o DLF quanto para a
SVM. Observando-se as figuras de 4.7 a 4.12, compreende-se que esse valor é
devido ao classificador fornecer uma resposta enviesada, de forma que praticamente
todos os sinais sejam colocados na mesma classe. Quando se utiliza o modelo
ARMA(1,1), por exemplo, a SVM classifica todos os 54 sinais como neuropaticos
enquanto o DLF os classifica como miopaticos. Conclui-se, desses resultados, que um
numero muito baixo de coeficientes ARMA é insuficiente para representar as
diferencas entre os varios tipos de sinal.

Em segundo lugar, observam-se taxas de acerto elevadas para modelos
ARMA(0,q), principalmente com o DLF. Contudo, quando se observa a figura 4.8,
nota-se que a classificagdo de muitos dos sinais parece aleatoria, variando muito para

valores consecutivos de g. O sinal de nimero 40, por exemplo, foi classificado como
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neuropatico, normal e miopatico, variando-se q de 51 a 53. Portanto, pode-se dizer
que os modelos de média mével ARMA(0,q) ndo seriam os mais adequados para a
classificagao diagnéstica de sinais de EMG. Esse comportamento aleatério também é
bastante observado nos modelos ARMA(p,1), ARMA(p,2) e ARMA(2,q). Dentre os
modelos com altas taxas de acerto de classificagdo, apenas os ARMA(p,0) e os
ARMA(1,q) ndo apresentaram esse comportamento.

Para ambos os classificadores, as maiores taxas de acerto foram obtidas
utilizando-se modelos auto-regressivos ARMA(p,0). Valores acima de 70% foram
conseguidos com o DLF para varios modelos com 41 < p < 51 ¢, com a SVM, para
todos os modelos com 32 < p < 54, sendo que muitos desses modelos levaram a
taxas de acerto superiores a 80%.

As taxas de acerto mostradas nas figuras 4.5 e 4.6, aliadas aos resultados
detalhados na figura 4.7, sugerem o uso de SVM em vez do DLF e modelos auto-
regressivos ARMA(p,0) com 38 < p < 46 pois, além de as taxas de acerto estarem
quase sempre acima de 80%, a classificacdo da maioria dos sinais se mantém
constante para variagdes moderadas de p.

Entretanto, hd um outro grupo de modelos cujos resultados da classificagéo se
destacam: os modelos ARMA(1,g). Quando se classificam os sinais de EMG utilizando
SVM e modelos ARMA(1,q), obtém-se taxas de acerto acima de 70% para diversos
valores de q. Para q = 11 e g = 12, s&o observadas as maiores taxas de acerto, iguais
a 81,5%. Este resultado é importante porque, quando se utilizam modelos AR, taxas
de acerto acima de 80% so foram obtidas pela SVM quando se utilizam mais de 32
coeficientes. Os modelos ARMA(1,11) e ARMA(1,12), que possuem somente 12 e 13
coeficientes, respectivamente, possibilitaram a obtengio de taxas de acerto acima de

80%. Desse resultado, conclui-se que existem modelos ARMA que sdo capazes de
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representar sinais de EMG com um ndmero menor de coeficientes que os modelos
AR, mantendo bons resultados na sua classificagéo.

Além disso, quando se observam as tabelas de 5.1 a 5.4, que comparavam
modelos com numero pequeno de coeficientes (até 20), observa-se que, em trés das
quatro tabelas, os modelos ARMA(1,q) produziram taxas de acerto superiores aos
modelos auto-regressivos ARMA(p,0). Essa ¢ outra evidéncia de que modelos do tipo
ARMA(1,q) sdo mais eficazes na representagdo de sinais de EMG que os modelos
auto-regressivos quando se utiliza um niimero pequeno de coeficientes.

Todos os resultados e conclusées apresentados nesta dissertacéo foram feitas
com base em experimentos realizados com sinais de EMG de agulha, com duragéo
de 800ms, e amostrados a taxa de 25000 amostras por segundo. Dado que muitos
pesquisadores tém trabalhado com sinais de EMG de superficie [10-11,16-17] com a
finalidade de classificacdo diagnostica, poderiam ser sugeridos para o futuro trabathos
que apliquem a metodologia utilizada neste mestrado em sinais de EMG de superficie,
apesar de esse nio ser o tipo de sinal tradicionalmente utilizado em clinica [43].

Além disso, dado que a ordem 6tima de um modelo AR para representar um
dado sinal depende do seu nimero de amostras, também poderiam ser propostas
pesquisas envolvendo um estudo da variagdo das taxas de acerto com a taxa de
amostragem dos sinais ou com a duragdo dos mesmos.

Outra possibilidade de trabatho futuro poderia ser uma comparacédo entre o
desempenho da SVM e o do perceptron multicamada, uma arquitetura de rede
neural mais tradicional que a SVM, amplamente explorada na literatura [6,11-12,16-
18].

Finalmente, o uso conjunto de parametros no dominio do tempo como numero

de cruzamentos de zero e reversées também poderia ser investigado, assim como
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sua influéncia no desempenho da classificagéo, visto que a literatura registra bons
resultados utilizando-se esses parametros [6,14-15].

Este mestrado permitiu concluir que o uso de SVMs e modelagem ARMA é
valido junto a sinais de EMG, no diagnéstico de doencas neuromusculares. O
desempenho da SVM, neste caso, é sensivelmente superior ao do tradicional DLF,
visto que taxas de acerto acima de 80% s6 foram obtidas com a SVM. Além disso,
verificou-se que modelos ARMA(1,q) com poucos coeficientes (12 ou 13) resultam
em um desempenho de classificacdo que s6 é obtido por modelos AR que
contenham mais de 32 coeficientes. Esse fato torna os modelos ARMA uma opcgéo
vantajosa para a representagdo de sinais de EMG, visto que necessitam de um
nimero de coeficientes bem menor que um modelo auto-regressivo,

tradicionalmente utilizado com essa finalidade.
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