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RESUMO 

 

ROMA, A. D. S. Comparação de algoritmos de Aprendizagem de Máquinas para 
análise desagregada de viagens intermunicipais. 2017. 78p. Dissertação 
(Mestrado). Escola de Engenharia de São Carlos, Universidade de São Paulo, São 
Carlos, 2017. 

 

Usualmente, os modelos de distribuição de viagens tradicionais ignoram que as 

escolhas de destinos são realizadas individualmente e consideram geralmente 

apenas variáveis agregadas, tais como o emprego e o custo médio de viagem. Este 

estudo considera as características agregadas das cidades de origem e destino, 

uma medida de impedância de viagem, além das variáveis desagregadas 

individuais/ domiciliares.  

O objetivo desta pesquisa é avaliar o desempenho de algoritmos de Aprendizagem 

de Máquinas (AM), CART (Classification and Regression Tree) e Algoritmo Genético 

(AG), em uma análise desagregada de escolhas de destinos para viagens 

intermunicipais. 

A análise baseia-se em um banco de dados de uma Pesquisa Origem-Destino 

realizada em onze cidades na Bahia, Brasil, em 2012, no qual foram calibrados 

modelos para escolhas de destinos intermunicipais por meio dos algoritmos 

mencionados. 

 O desempenho de cada algoritmo é comparado à abordagem tradicional por meio 

de modelos gravitacionais estimados pelos métodos stepwise e procedimento 

duplamente restringido, respectivamente.  A comparação dos modelos com os 

modelos gravitacionais foi realizada considerando os seguintes critérios: distribuição 

das distâncias de viagens, medidas de ajuste e perspectiva qualitativa.  

Os resultados evidenciam que os algoritmos CART e Algoritmo Genético 

apresentam melhores previsões para a escolha de destinos, sendo que, o segundo, 

apresenta vantagens na obtenção dos parâmetros estimados relativos às variáveis 

(agregadas e desagregadas) utilizadas no modelo. A principal conclusão é que tais 

algoritmos podem ser aplicados na modelagem de distribuição de viagens, 

incorporando o efeito das variáveis desagregadas, sem suposições ou restrições 

matemáticas rigorosas como independência das alternativas, por exemplo. 
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Palavras-chave: Distribuição de viagens, Modelo Gravitacional, Análise 

Desagregada, Aprendizagem de Máquinas, Árvores de Decisão, CART, Algoritmos 
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ABSTRACT 

 

ROMA, A. D. S. Comparison of Machine Learning algorithms for disaggregated 
analysis of intercity trips. 2017. 78p. Thesis (Master of Science). São Carlos 
School of Engineering, University of São Paulo, São Carlos, 2017. 

 

Usually, traditional trip distribution models ignore that destination choices are made 

individually and generally only consider aggregate variables such as employment 

and average travel cost. This study considers the aggregate characteristics of origin 

and destination cities, a measure of trip impedance, in addition to individual / 

household disaggregated variables. 

The objective of this research is to evaluate the performance of Machine Learning 

(ML) algorithms, CART (Classification and Regression Tree) and Genetic Algorithm 

(GA), in a disaggregated analysis of destination choices for intercity trips. 

The analysis is based on a database of an Origin-Destination Survey carried out in 

eleven cities in Bahia, Brazil, in 2012, in which models were calibrated for choices of 

intermunicipal destinations through the mentioned algorithms. 

The performance of each algorithm is compared to the traditional approach using 

gravitational models estimated by the stepwise and double constrained procedure, 

respectively. The comparison of the models with the gravitational models was 

performed considering the following criteria: distribution of travel distances, 

adjustment measures and qualitative perspective. 

The results show that the ML algorithms CART and GA present better predictions for 

the destinations choices, and the second one presented advantages in obtaining the 

estimated parameters related to the variables (aggregated and disaggregated) used 

in the model. The main conclusion is that such algorithms can be applied in trip 

distribution modeling, incorporating the effect of the disaggregated variables, without 

rigorous assumptions such as independence of the alternatives, for example. 

 

 

Keywords: Trip Distribution, Gravitational Model, Disaggregated Analysis, Machine 

Learning, Decision Trees, CART, Genetics Algorithms. 
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1 INTRODUÇÃO 

 

Este capítulo inicial apresenta os aspectos introdutórios da presente pesquisa de 

Mestrado, caracterizando o problema em questão e as motivações para a realização do 

trabalho. Também fazem parte do conteúdo deste capítulo o objetivo geral do estudo e os 

objetivos específicos, bem como, o referencial teórico preliminar. 

 

1.1 APRESENTAÇÃO DO PROBLEMA E JUSTIFICATIVA DO TRABALHO 

 

A gestão de transportes e de circulação entre os municípios são práticas 

obrigatórias de todo Poder Público, tendo em conta seu comprometimento em 

propiciar à população um sistema de transportes intermunicipal de qualidade. Para 

garantir uma maior qualidade e eficiência do sistema de transportes intermunicipais 

é essencial a realização de pesquisas e estudos para conhecimento da demanda 

atual e futura de usuários. 

Apesar da sua ampla relevância, o sistema de transporte é um dos principais 

problemas urbanos de um município. O longo tempo gasto nas viagens de curtas 

distâncias e a frequência de saída de veículos mal dimensionada torna 

inconveniente a utilização do transporte público intermunicipal por grande parte dos 

usuários.  

Em vista disso, o estudo da demanda por viagens intermunicipais é 

fundamental para a adequação da oferta de transportes entre municípios, 

fornecendo os principais indicadores para dimensionamento da oferta aos gestores 

públicos. Tais indicadores baseiam-se em estimativas mais precisas de demanda 

por viagens intermunicipais. 

Existem diversos modelos que auxiliam na estimativa da demanda por 

viagens, sendo tradicionalmente o mais utilizado o modelo quatro-etapas: (1) 

Geração de Viagens, (2) Distribuição de Viagens, (3) Escolha Modal e (4) Alocação 

de Tráfego.  

A análise deste trabalho baseia-se na segunda etapa do modelo sequencial 

tradicional, a Distribuição de Viagens. Os modelos de distribuição de viagens têm o 
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objetivo de prever as escolhas de destinos dadas as viagens produzidas e atraídas 

em cada Zona de Tráfego (ZT), as características sociodemográficas agregadas, 

além de variáveis de impedância de viagem entre cada par de origem e destino (De 

Grange et al., 2010; Wilson, 1967).  

Os primeiros modelos de distribuição de viagens propostos foram baseados 

em fatores de crescimento (Evans, 1970; Williams, 1976). No entanto, estes 

modelos são fortemente dependentes da precisão da matriz base anual (Ortúzar e 

Willumsen, 2011). 

Posteriormente, o modelo gravitacional foi amplamente aceito e permanece 

como um dos modelos de distribuição de viagens mais populares (Cascetta et al., 

2007). No entanto, o modelo gravitacional está, geralmente, limitado à modelagem 

agregada, limitado às dificuldades da inclusão do comportamento individual na 

análise (Mishra et al., 2013). 

As interações entre origens e destinos são complexas e esses modelos 

comumente contemplam variáveis agregadas. Tradicionalmente, a distribuição de 

viagens é considerada um problema agregado e os modelos relacionados ignoram o 

fato de que as escolhas de destinos são realizadas individualmente. Assim, 

considerar as características dos indivíduos e dos domicílios, além dos fatores 

agregados, pode tornar as previsões mais eficientes (Ortúzar e Willumsen, 2011). 

A análise desagregada para distribuição de viagens foi introduzida a partir do 

desenvolvimento dos modelos de escolha discreta no início da década de 1980 

(Fotheringham, 1983; Ben - Akiva e Lerman, 1985). 

Tais modelos ajustam o banco de dados a formulações matemáticas e partem 

da suposição de estimativa de parâmetros que compõem as funções utilidades das 

alternativas. No entanto, eles implicam limitações relacionadas a um atributo 

reconhecido como IIA (Independência das Alternativas). 

O atributo IIA envolve a restrição de que os termos de erro aleatório são 

independentes (sem correlação) e igualmente distribuídos (variância constante) 

(Koppelman e Wen, 2000).  
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Tal restrição não faz parte dos algoritmos de Aprendizagem de Máquinas 

AM), os quais são técnicas semi-paramétricas ou não paramétricas que identificam 

padrões e classificam indivíduos, dado um conjunto de dados. Este conjunto de 

algoritmos pode ser útil na análise da demanda por viagens, pois resultam em 

estimativas convenientes por meio de um modelo com várias funções. Além disso, 

eles não têm limitações importantes, tais como um conjunto de dados multicolinear, 

suposições de distribuições populacionais ou IIA. A Figura 1.1 esquematiza uma 

justificativa para o uso de algoritmos de Aprendizagem de Máquinas (AM) na etapa 

de distribuição de viagens. 

 

 

Figura 1.1: Aplicação de algoritmos de Aprendizagem de Máquinas em problemas de escolha 
de destinos intermunicipais (Adaptado de Pitombo et al., 2017) 

 

Neste contexto, a modelagem do comportamento individual relativo às 

viagens pode ser descrita formalmente como uma tarefa de reconhecimento de 

padrões em que vários atributos comportamentais humanos, representados por 

variáveis explicativas, permitem prever uma escolha entre um conjunto de 

alternativas (Xie et al., 2003). 
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O presente estudo baseia-se na pesquisa Origem Destino realizada nos onze 

municípios do estado da Bahia em 2012 e propõe a aplicação de algoritmos de AM 

para classificação dos dados segundo a variável dependente (escolha do destino 

intermunicipal), considerando características desagregadas dos indivíduos, além de 

variáveis agregadas tradicionais.  

Esta pesquisa de Mestrado possui uma contribuição de carácter metodológico 

a partir dos testes de algoritmos eficazes e não triviais, neste campo de pesquisa, 

para a previsão de demanda de usuários de viagens intermunicipais. 

 

1.2 APRENDIZAGEM DE MÁQUINAS 

 

O termo Aprendizagem Automáticas (em inglês, Machine Learning) atribui-se 

à implantação de sistemas computacionais capazes de assimilar conhecimento 

automaticamente, aprimorando seu funcionamento em questões de classificação por 

meio de testes já realizados (Mitchell, 1997). Aprendizagem de Máquinas é o campo 

que se dedica ao uso de ferramentas computacionais, aptas a assimilar e modificar 

conhecimentos e habilidades, aprimorando seus desempenhos baseando-se em 

experiências bem sucedidas anteriormente (Mitchell, 1997; Alpaydin, 2010). 

É possível realizar a segregação do sistema de Aprendizagem de Máquinas 

em três grupos distintos, aprendizado supervisionado, aprendizado não 

supervisionado e aprendizado por reforço, apresentados na Figura 2. A 

aprendizagem supervisionada se dá por meio do fornecimento de um conjunto de 

exemplos com a saída conhecida para cada conjunto de dados de entrada 

apresentado, de modo que o sistema de aprendizado aprenda uma regra geral por 

meio do mapeamento dos dados de entrada com os de saída (Russel et al., 2002). 

No aprendizado não supervisionado, o conjunto de dados de saída não é fornecido, 

permitindo-o que realize sozinho a obtenção do número de classes e 

reconhecimentos de novos padrões como, por exemplo, na clusterização (Russel et 

al., 2002). E, por fim, no aprendizado por reforço existe apenas uma medida 

indicando se uma ação aleatória, realizada pelo sistema, foi satisfatória ou não, mas 

não informa com clareza qual foi a melhor. 
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No geral, o campo de Aprendizagem de Máquinas envolve diversos 

algoritmos inseridos nos três grupos apresentados, tais como Árvore de Decisão 

(Quinlan, 1993), Redes Neurais Artificiais (Haykin, 2001), Máquinas de Vetores de 

Suporte (Cortes et al., 1995), Naive Bayes (Charniak, 1991) e Aprendizagem 

Baseada em Instâncias (Aha et al., 1991). 

É importante salientar que a escolha do algoritmo de Aprendizagem para ser 

utilizado em uma análise depende das características da pesquisa, da agilidade com 

que o algoritmo utilizado realiza a convergência dos resultados (classificação dos 

dados), além dos objetivos do pesquisador. Por exemplo, os algoritmos de Redes 

Neurais Artificiais, Árvore de Decisão e Algoritmo Genético são utilizados na 

identificação de padrões e classificação de indivíduos em diversas áreas distintas. 

Feng et al. (2011) desenvolveram um método de concentração de ozônio baseado 

em Algoritmo Genético e Redes Neurais Artificiais. Junguo et al. (2013) utilizaram a 

técnica de Redes Neurais Artificiais para analisar a distribuição espacial da 

iluminação solar. Cho et al. (2011) aplicaram Árvore de Decisão para classificar e 

reduzir a dimensionalidade dos dados de ruídos eletrônicos. E, por fim, Mohanty et 

al. (2013) também empregaram a técnica de Árvore de Decisão para a classificação 

de mamografias. 

As análises desagregadas, delineadas neste trabalho, pertencem ao primeiro 

grupo mencionado, Aprendizagem Supervisionada, e englobam dois tipos de 

algoritmos, os modelos de classificação Árvore de Decisão e Algoritmo Genético. 
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Figura 1.2: Tipos de Aprendizagem de Máquinas (Adaptado de Lacerda, 2013) 

A análise desagregada, proposta neste estudo, se deu por meio da introdução 

do conceito de Aprendizagem de Máquinas, tecnologia do campo da Inteligência 

Artificial, a qual visa a solução de problemas por meio dos modelos de classificação 

Árvore de Decisão e Algoritmos Genéticos, presentes na aprendizagem 

supervisionada.  

O modelo de Árvore de Decisão foi escolhido pela facilidade de se trabalhar 

com um conjunto de dados denso, identificando padrões e classificando indivíduos. 

Porém, por ser um modelo de classificação que não gera parâmetros, foi necessária 

a aplicação de outro algoritmo de classificação, Algoritmos Genéticos, o qual 

também fosse capaz de utilizar bancos de dados extensos e ao mesmo tempo 

fornecer funções (parâmetros) que podem melhor descrever as influências das 

variáveis explicativas na escolha do destino pelos indivíduos da amostra. 

 

1.3 OBJETIVOS 

 

O objetivo principal desta pesquisa é avaliar a aplicação de algoritmos de 

Aprendizagem de Máquinas (CART – Classification And Regression Tree e 
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Algoritmos Genéticos) em uma análise desagregada de escolhas de destinos para 

viagens intermunicipais. 

 

1.3.1 Objetivos específicos 

 

 Identificar as variáveis independentes importantes para escolha de destinos 

intermunicipais (agregadas e desagregadas); 

 Verificar melhorias na estimativa de distribuição de viagens a partir de uma 

amostra desagregada e das abordagens propostas neste estudo, 

comparando-as a modelos tradicionais (Gravitacionais). 

 

1.4 ESTRUTURA DO TRABALHO  

 

Este texto apresenta quatro capítulos, além desta introdução. Os capítulos 

são: (2) Embasamento Teórico, (3) Materiais e Método, (4) Resultados e Discussões 

e (5) Considerações finais e sugestões para trabalhos futuros. 

Capítulo 2: São definidas todas as técnicas que serão aplicadas no banco de 

dados para a obtenção dos resultados, bem como, os algoritmos de Aprendizagem 

de Máquinas empregados. Além disso, apresenta a revisão da literatura e a 

contribuição e lacuna do presente trabalho. 

Capítulo 3: São apresentados o banco de dados da Pesquisa OD, os 

aplicativos utilizados, além do procedimento metodológico proposto.  

Capítulo 4: São expostos os resultados obtidos aplicando algoritmos de 

Aprendizagem de Máquinas e a abordagem tradicional (Modelos Gravitacionais), 

além da comparação entre tais abordagens. 

Capítulo 5: Este capítulo finaliza a dissertação, apresentando as 

considerações finais e sugestões para futuros trabalhos. 
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2 EMBASAMENTO TEÓRICO 

 

Neste capítulo será realizada a revisão bibliográfica e apresentados as 

particularidades e conceitos relacionados aos modelos abordados neste projeto de 

Mestrado: Gravitacional, Árvore de Decisão e Algoritmo Genético. 

Será realizada também a exposição de quadros-resumo relativos aos algoritmos, 

sintetizando suas vantagens e desvantagens, descrições, etc. 

 
2.1 REVISÃO DA LITERATURA 

 

Nas últimas décadas, alguns estudos consideraram o reconhecimento de 

padrões aplicado à modelagem relativa às viagens, fazendo a aplicação de diversos 

algoritmos de Aprendizagem de Máquinas. Shmueli et al. (1996) exploraram a 

aplicação de Redes Neurais Artificiais para comparar os padrões de viagens de 

homens e mulheres em Israel. Strambi e Van de Bilt (1998) analisaram as taxas de 

geração de viagem por meio do algoritmo CHAID de Árvore de Decisão (AD). Xie et 

al. (2007) investigaram o desempenho de Árvore de Decisão e Redes Neurais 

Artificiais para a modelagem de escolha do modo de transportes para viagens com 

motivo trabalho. 

Lu et al. (2012) analisaram a viabilidade do uso de uma ferramenta de 

Aprendizagem de Máquinas, utilizando o algoritmo C4.5 (Árvore de Decisão), na 

escolha do motivo da viagem, baseando-se em dados coletados por GPS instalado 

em veículos na Universidade de Minnesota. Ichikawa et al (2002), Pitombo et al. 

(2011) e Pitombo et al. (2013) analisaram as relações entre as características 

socioeconômicas, o uso do solo, a participação em atividades e os padrões de 

viagens aplicando o algoritmo CART, por meio de uma abordagem de viagens 

baseadas em atividades. 

Pulugurta et al. (2013) utilizaram o conceito de Aprendizagem de Máquinas na 

análise de escolha do modo de viagem, realizando uma comparação com o Modelo 

Logit Multinomial. Griffin et al. (2008) empregaram o algoritmo C4.5 (Árvore de 

Decisão) para obter o motivo da viagem, por meio de 50 viagens geradas 

aleatoriamente e considerando uma série de suposições. Deng et al. (2010) 
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aplicaram uma série de atributos na construção da Árvore de Decisão para obter os 

modos e os motivos de viagens, utilizando 226 registros de viagens, de 36 

entrevistados, coletados pelo GPS.  

Já Omrani (2015) explorou o conceito de Aprendizagem de Máquinas, 

utilizando as técnicas Redes Neurais Artificiais, Regressão Logística Multinominal e 

máquinas de vetor de suporte (support vector machine) para prever a escolha do 

modo de viagem dos indivíduos na cidade de Luxemburgo. Além dos trabalhos 

mencionados anteriormente, existem alguns estudos recentes que consideram a 

aplicação e a adequabilidade de Redes Neurais Artificiais na modelagem de 

distribuição de viagens (Rasouli e Nikras, 2013; Mozolin et al., 2015).   

 Outra técnica de Aprendizagem de Máquinas, também encontrada em 

trabalhos recentes da área de transportes, é o Algoritmo Genético. Charypar e Nagel 

(2005) aplicaram a técnica de Algoritmo Genético na fase de Geração de viagens, 

por meio da determinação de uma função utilidade, necessária para avaliar o 

desempenho de cada viagem. Cunha et al. (2009) exploraram a técnica de Algoritmo 

Genético para calibrar dois modelos de simulação de tráfego, baseados em dados 

de desempenho de caminhões coletados em rodovias brasileiras. Além disso, 

encontram-se diversos trabalhos na literatura em que se aplicam Algoritmo Genético 

em modelos de simulação de tráfego. Rilett et al. (2006) propuseram um sistema de 

calibração automática de modelos de simulação de tráfego, baseado em Algoritmos 

Genéticos. Setti e Cunha (2006) calibraram um modelo de locomoção de caminhões 

do software de simulação de tráfego CORSIM, por meio de um Algoritmo Genético. 

Setti e Bessa Júnior (2011) criaram um método que, por meio de um simulador, 

produz dados de tráfego sintéticos, fundamentado em um Algoritmo Genético que 

calibra um modelo de simulação microscópica.  No entanto, o seu uso na área de 

demanda por transportes é raro. 

É importante salientar que o emprego dos algoritmos de Aprendizagem de 

Máquinas ainda é raro na estimativa de escolhas de destinos intermunicipais em um 

banco de dados desagregados (Yang et al., 2014; LaMondia et al., 2009; Pitombo et 

al., 2017). 
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 Especificamente para o caso de distribuição de viagens intermunicipais, 

Pitombo e Guimarães (2016) testaram a adequabilidade do uso das técnicas de 

Aprendizagem de Máquinas para modelagem de distribuição de viagens 

intermunicipais, por meio da comparação de modelos obtidos pela técnica de Árvore 

de Decisão (CART e CHAID) e pela abordagem tradicional de distribuição de 

viagens. 

Assim, a principal lacuna, e consequente contribuição deste trabalho, está 

focada na apresentação e teste de algoritmos de Aprendizagem de Máquinas para o 

caso específico de distribuição de viagens intermunicipais. Tal pesquisa traz a 

comparação de um algoritmo não paramétrico (CART – Classification And 

Regression Tree) e um algoritmo semi-paramétrico (Algoritmo Genético) no intuito 

de compreender os fatores que influenciam as escolhas de destinos intermunicipais. 

O Quadro 2.1 apresenta uma sucinta descrição dos algoritmos de Aprendizagem de 

Máquinas utilizados neste trabalho, e sua tarefa ao serem aplicados em um banco 

de dados. 

 

 

Quadro 2.1: Descrição das técnicas utilizadas (Adaptado de Goldschimidt, 2005) 

Técnica Descrição Tarefas 

Árvore 
de 

Decisão 

Baseada em estágios de 
decisão (nós) e na 

identificação de classes 
organiza os dados de 

forma hierárquica 

Classificação 
e predição 

Algoritmo 
Genético 

Método de busca e 
otimização, inspirados na 
Teoria da Evolução, em 

que a cada nova geração, 
soluções melhores têm 
mais chances de gerar 

“descendentes”. 

Classificação 
e 

agrupamento 

 

 

O Quadro 2.2, exposto a seguir, apresenta um resumo com as principais 

vantagens e desvantagens na utilização dos algoritmos CART e Algoritmo Genético, 

além do tradicional Modelo Gravitacional. 
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Quadro 2.2: Quadro-resumo das vantagens e desvantagens encontradas na utilização dos 
algoritmos (Ortúzar e Willumsen, 2011; Xie et al., 2003; Rodrigues, 2005) 

MODELOS VANTAGENS DESVANTAGENS 

Gravitacional 
Técnica 

paramétrica 
Utiliza somente variáveis 

agregadas 

Árvore de Decisão 

Capaz de 
identificar padrões 

de indivíduos e 
realocá-los em 

categorias; 

Técnica não paramétrica 

  

Utiliza variáveis 
agregadas e 

desagregadas; 
Não apresenta 

suposições 
matemáticas 
rigorosas e 

restrições para 
uso das variáveis 

de entrada 

 

Algoritmo 
Genético 

Técnica semi-
paramétrica; Não 

apresenta 
suposições 

matemáticas 
rigorosas e nem 
restrição de uso 
de determinadas 

variáveis de 
entrada; 

Utiliza variáveis 
agregadas e 

desagregadas  
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2.2 TÉCNICAS UTILIZADAS 

 

2.2.1 ABORDAGEM TRADICIONAL: MODELO GRAVITACIONAL 
 

A abordagem tradicional selecionada para ser comparada aos resultados dos 

algoritmos de Aprendizagem de Máquinas foi o Modelo Gravitacional. Tal modelo é o 

mais utilizado na análise agregada de distribuição de viagens. Nesta pesquisa, os 

métodos utilizados na calibração foram: Método dos Mínimos Quadrados – Modelo 

Gravitacional 1 e Modelo Duplamente Restringido – Modelo Gravitacional 2.  

O Modelo Gravitacional de distribuição viagens foi inicialmente proposto na 

década de 1950 por Casey (1955), sugerindo uma abordagem para sintetizar 

viagens por motivo de compras entre as cidades de uma região. Alguns 

pesquisadores forneceram melhorias notáveis (Murchland, 1966; Evans e Kirby, 

1974; Mikkonen e Luoma, 1999) de tal forma a generalizar a função de impedância, 

acrescentando variáveis como tempo de viagem ou custo generalizado. A Equação 

2.1 representa a formulação geral do Modelo Gravitacional. 

 

                (   ) (2.1) 

 

Em que Vij é o número de viagens estimadas entre a origem i e o destino j, Ai 

é a característica agregada da origem i, Oi é o total de viagens produzidas na origem 

i, Bj é a característica agregada do destino j, Dj é o total de viagens atraídas no 

destino j, cij é o custo da viagem entre i e j, e f(cij) é a função generalizada da 

impedância de viagem, por exemplo, e (-βcij) ou cij 
(-β). 

No caso do Método Duplamente Restringido, os valores dos fatores de 

ponderação são representados na Equação 2.2 e Equação 2.3. 

 

   
 

∑      (   ) 

 (2.2) 
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∑      (   ) 

 
(2.3) 

Assim, o processo é iterativo. Dado um conjunto de valores para a função 

f(cij), ele se inicia com todos Bj=1. Em seguida, ele deve ser resolvido para Ai e 

esses valores devem ser usados para reestimar Bj’s. O procedimento é repetido até 

que ele atinja a convergência (Ortúzar e Willumsen, 2011). 

Os parâmetros da função f(cij) são estimados considerando que o modelo é 

capaz de reproduzir a distribuição dos custos de viagens das observações. Assim, 

neste trabalho, a distribuição das distâncias de viagens foi utilizada como um dos 

critérios para medir a precisão ou a eficiência de todos os modelos utilizados. 

 

2.2.2 ÁRVORE DE DECISÃO 
 

Árvore de Decisão representa um conjunto de técnicas não-paramétricas que 

têm objetivo de prever ou classificar dados. Tais técnicas geram uma estrutura 

representativa de uma sequência de decisões por meio das quais ocorrerão 

sucessivas divisões em um conjunto de dados inicial até que o mesmo seja 

representado por diversas classes (Breiman et al., 1984). 

Este procedimento compreende diversos algoritmos de particionamento 

sequencial que divide, sucessivamente, os dados para criar subconjuntos 

homogêneos, resultando em uma estrutura hierárquica de regras induzidas (Breiman 

et al., 1984). Os principais algoritmos de Árvores de Decisão são C4.5 (Quinlan, 

1983), CHAID (Kass, 1980) e CART (Breiman et al., 1984) e as suas propriedades 

são descritas a seguir: 

 

 A estrutura hierárquica resultante é chamada de árvore e cada segmento é 

denominado nó; 

 O nó raiz contém o conjunto de dados completo; 

 O nó raiz é dividido sequencialmente criando nós-filhos; 

 Quando nenhuma outra subdivisão dos dados é possível, os subconjuntos 

finais são denominados nós terminais ou folhas; 
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 Três elementos principais devem ser definidos para executar a Árvore de 

Decisão: um conjunto de questões que delimita a divisão dos dados, um 

critério para estabelecer a melhor divisão na produção de nós filhos, e uma 

regra de parada para as subdivisões (stop-splitting rule). 

 

Este estudo aplicou o algoritmo CART para estimar a distribuição de viagens 

intermunicipais. Tal algoritmo constrói árvores, onde cada nó, não terminal, identifica 

uma condição de divisão que produza a melhor previsão (de variáveis dependentes 

contínuas) ou a classificação (para variáveis dependentes categóricas). Assim, este 

algoritmo pode ser utilizado para analisar problemas de regressão ou de 

classificação. Esta pesquisa apresenta o algoritmo CART para problemas de 

classificação, conforme descrito nas seguintes subseções. Posteriormente, foi 

verificada a adequabilidade do uso de Algoritmos Genéticos (AG) para a mesma 

finalidade. Conceitos básicos de AG são descritos na seção 2.3. 

 

2.2.2.1 CART 

 

O algoritmo CART (Classification And Regression Tree) foi desenvolvido por 

Breiman et al. (1984) e fundamenta-se na realização de uma sequência de divisões 

binárias do conjunto de dados inicial até atingir a máxima homogeneidade dentro 

dos nós terminais. A partição do banco de dados é realizada de forma a minimizar a 

impureza dos nós filhos. A Figura 2.1, a seguir, esquematiza a divisão binária 

realizada pelo algoritmo CART, em que tRaiz é denominado nó raiz, xj é uma variável 

explicativa j, xj
R é o melhor valor de divisão da variável xj, P é a probabilidade de 

cada nó, e tEsq e tDir são os dois nós filhos gerados na primeira divisão binária. 

 
Figura 2.1: Algoritmo de divisão CART (Adaptado de Breiman et al., 1984) 
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O processo de crescimento da árvore, realizado pelo algoritmo CART, 

envolve as seguintes etapas descritas, em seguida, segundo Breiman et al. (1984): 

(1) Perguntas do tipo binárias; (2) Critério de Divisão e Medidas de impurezas; (3) 

Regras de parada (4) Divisões substitutas e (5) Importância das variáveis 

explicativas. 

 

 

2.2.2.1.1 Perguntas do tipo binárias 
 

O algoritmo CART realiza as divisões do conjunto de dados aplicando-se 

perguntas do tipo “sim” e “não”. Dessa forma, os dados relacionados às respostas 

“sim” seguem para o nó esquerdo e os referentes ao “não”, para o nó direito. Em 

cada nó filho gerado forma-se uma nova ligação portando uma parcela dos dados, 

surgindo um novo teste binário, do qual outro nível da árvore será construído.  

Este algoritmo avalia todas as possíveis divisões considerando todas as 

variáveis explicativas e seleciona aquela que maximiza a homogeneidade do nó 

filho, a partir do nó raiz, bem como o seu valor de corte. O processo é repetido para 

os nós subsequentes. A melhor divisão é selecionada pela menor impureza ou maior 

homogeneidade (Berk, 2008).  

No presente algoritmo, a construção da árvore realiza em cada nó um teste 

baseado em apenas um atributo (variável). Tais divisões são denominadas 

univariadas. Assim, uma árvore cresce a partir do nó raiz, considerando uma única 

variável e seu respectivo valor de corte que produzem menor medida de impureza 

no nó subsequente.  

 

2.2.2.1.2 Critério de divisão e medida de impureza 
 

O melhor critério de divisão do conjunto de dados é verificado quando um 

determinado atributo (variável) realizar a melhor partição dos dados. Este atributo é 

selecionado de modo que ocorra um decréscimo da medida de impureza de um 

determinado nó e, consequentemente, a sua máxima homogeneidade. 
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Inicialmente, o nó raiz apresenta grau de impureza máximo por ser o nó no 

qual está contido o conjunto de dados completo. As categorias dentro deste nó 

serão definidas de acordo com a variável dependente estabelecida para o problema. 

Dessa forma, considerando que a variável dependente apresente n categorias 

(1,2,3,i,...,n), a probabilidade da categoria i aparecer no nó raiz, por exemplo, 

definido como nó inicial 0, será  (   )  Cabe ressaltar que a soma das 

probabilidades de todas as categorias é equivalente a 1.  

Após sucessivas divisões irá ocorrer a diminuição da medida de impureza 

dentro dos nós filhos gerados. A máxima homogeneidade (          ) em um nó 

  será alcançada quando um nó contiver uma única categoria com 100% do conjunto 

de dados ( (   )   ) ou quando um critério de parada for atingido. 

O cálculo mais comum da heterogeneidade dos dados do algoritmo CART é 

realizado pelo Índice Gini, dado pela Equação 2.4. 

 ( )    ∑   (  ⁄ )
 

   
 

(2.4) 

 

A diferença entre o Índice Gini para o nó pai e a soma dos valores para os 

nós filhos, ponderados pela proporção de casos em cada filho, é apresentada na 

árvore como aprimoramento. A escolha da melhor variável explicativa e melhor valor 

de corte se dá pela combinação (de variável e valor de corte) que produz maior valor 

de aprimoramento. 

 

2.2.2.1.3 Regras de parada  
 

Como foi mencionado anteriormente, o processo de construção da árvore 

baseia-se em recursivas repartições de um banco de dados até que se atinja 

máxima homogeneidade no nó filho ou até o momento em que alguma regra de 

parada (interrupção) do crescimento da árvore seja alcançada.  Algumas regras de 

parada são apresentadas a seguir: 
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 Se a profundidade da árvore atual atinge o valor limite definido pelo 

usuário; 

 Se o número de observações em um nó filho é menor do que o valor 

mínimo definido previamente pelo usuário; 

 Se a homogeneidade de um nó é menor do que o Índice Gini adotado. 

 

 

2.2.2.1.4 Divisões substitutas 
 

As divisões substitutas são um artifício utilizado pelo algoritmo CART para 

tratamento de valores desconhecidos dentro de um determinado nó. Este artifício se 

dá por meio do armazenamento de um ranking de variáveis explicativas com 

comportamento semelhante à variável principal escolhida em determinada divisão 

dos dados, isto é, aquela que minimiza a medida de impureza dentro do nó. Dessa 

forma, é possível considerar outra variável explicativa de forma que realize divisões 

semelhantes, mensuradas através de uma medida positiva de associação. 

 

2.2.2.1.5 Importância das variáveis explicativas 
 

A Medida de Importância de uma variável explicativa em relação à árvore final 

é definida como a soma (ponderada) das participações de determinada variável, no 

papel de primária e/ou substituta. A Importância de uma variável é expressa em 

termos de uma quantidade normalizada com relação à variável que tem a maior 

medida de importância. Ela varia de 0 a 100, com a variável tendo a maior medida 

de importância pontuada como 100.  

 

2.2.3 ALGORITMOS GENÉTICOS 
 

Os Algoritmos Genéticos (AGs) foram introduzidos por John Holland (1975) e 

popularizados por David Goldberg (1989). Esta técnica consiste em métodos de 
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otimização e busca inspirados em mecanismos de evolução de populações de seres 

vivos (De Carvalho et al., 1999). O Algoritmo Genético é uma aproximação 

computacional da maneira como a evolução realiza a busca pelo melhor indivíduo, 

alterando o gene e, consequentemente, a forma dos indivíduos, a função fitness 

(função aptidão) (Marsland, 2009). Segundo Kononenko e Kukar (2007), Algoritmos 

Genéticos baseiam-se na evolução e seleção natural, em que cada hipótese 

corresponde a uma resposta, codificando com uma cadeia de bits, chamada genes.  

Tais algoritmos seguem o princípio da teoria evolutiva enunciado pelo 

fisiologista inglês Charles Darwin em 1859. Segundo Darwin, os organismos mais 

bem adaptados ao meio possuem maiores chances de sobreviver e gerar 

descendentes. A questão abordada pela técnica dos Algoritmos Genéticos é 

localizar candidatos (soluções) em um espaço de busca, identificando a melhor 

hipótese como aquela que otimiza uma medida numérica predefinida para o 

problema em questão (Mitchell, 1997). 

A otimização consiste em um processo de busca pela melhor solução com o 

propósito de alcançar os objetivos determinados. As técnicas de busca e otimização 

devem ser utilizadas quando não existe uma solução simples e diretamente 

calculável para o problema. Isso geralmente ocorre quando a solução do problema é 

complexa ou existem milhões de possíveis soluções. Tais técnicas, geralmente, 

apresentam um espaço de busca, onde estão todas as possíveis soluções para o 

problema analisado, e uma função objetivo, utilizada para avaliar todas as soluções 

geradas por meio da atribuição de uma nota para cada uma delas. Vale ressaltar 

que, na literatura de Algoritmos Genéticos (AGs), esta função objetivo também pode 

ser chamada de função de aptidão (De Carvalho et al., 1999). 

No entanto, em termos matemáticos, o processo de otimização consiste em 

localizar pontos que maximizam o valor da função de aptidão. Ao final do processo, 

a melhor solução encontrada é aquela correspondente ao valor máximo (ou mínimo) 

obtido também denominado “máximo global” (ou “mínimo global). 

 

2.2.3.1 Representação dos parâmetros 
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Uma possível solução do problema a ser otimizado é representada por um 

vetor ou sequência de bits (0 ou 1) composta por populações de cromossomos. 

Cada cromossomo representa um conjunto de parâmetros da função objetivo cuja 

resposta será maximizada ou minimizada. O espaço de busca é formado pelo 

conjunto de todas as configurações que o cromossomo pode assumir. Se o 

cromossomo representa n parâmetros de uma função, então o espaço de busca é 

um espaço com n dimensões (De Carvalho et al., 1999). 

 

2.2.3.2 Seleção 

 

O Algoritmo Genético realiza a seleção dos melhores cromossomos da cadeia 

considerando os maiores valores da função de aptidão da população inicial de 

cromossomos. Este procedimento é realizado por mecanismos de busca da própria 

técnica dos Algoritmos Genéticos denominados crossover (cruzamento) e mutação. 

Os cromossomos-pais, selecionados por esses operadores, são realocados 

formando uma população intermediária, que será composta apenas de indivíduos 

cuja probabilidade seja proporcional à sua aptidão.  Logo, a probabilidade de 

seleção é dada pela Equação 2.5, a seguir: 

   
  

∑   
 
   

 (2.5) 

 

Onde, pi é a probabilidade de seleção do cromossomo i,    é a função objetivo 

do cromossomo i e N é o número total de cromossomos. 

 

2.2.3.3 Crossover (cruzamento) e mutação 

 

Primeiramente, é aplicado o operador crossover em cada par de 

cromossomos da população inicial, de modo que o cromossomo-filho receba uma 

parte do primeiro cromossomo e parte do segundo (Marsland, 2009). Este operador 

aplica uma probabilidade em cada par de cromossomos selecionados que varia 



29 
 

entre 60% e 90%. Os cromossomos-filhos serão iguais aos pais quando esta taxa 

não for aplicada fazendo com que algumas soluções sejam mantidas. 

O operador de mutação é sempre aplicado após o mecanismo de crossover 

por meio de uma probabilidade em cada bit (0 e 1) dos dois cromossomos-filho 

previamente gerados. Este operador cria alterações genéticas nos cromossomos-

filho, que podem ser positivas ou negativas para o processo de seleção. 

Naturalmente, ela é positiva ao gerar um indivíduo com um melhor valor de aptidão, 

ou negativa reduzindo este valor. Nos problemas de Algoritmos Genéticos, as 

mutações são importantes para aumentar a diversidade de soluções na população e 

evitar uma convergência muito rápida, que é ocasionada pela ocorrência frequente 

de máximos locais (De Carvalho et al., 1999). 

 

2.2.3.4 Elitismo 

 

É provável que, gerando diversas populações apenas de um único par de 

cromossomos, faça com que se perca aqueles indivíduos com melhores valores de 

aptidão gerados anteriormente. O valor da função de aptidão pode ser reduzido, 

conforme outros cromossomos sejam gerados (Marsland, 2009). Para isso não 

acontecer, a estratégia do Elitismo é utilizada com frequência. Este procedimento 

transfere o melhor cromossomo de uma geração para outra sem alterações em sua 

cadeia de bits. 

 

3 MATERIAIS E MÉTODO 

 

Neste capítulo são apresentados os materiais necessários para a determinação das 

modelagens propostas: (1) A amostra coletada para a elaboração do banco de dados da 

Pesquisa OD e as informações necessárias de cada município da análise; (2) Os aplicativos 

utilizados na determinação das modelagens; e (3) a elaboração do modelo de otimização 

para a aplicação da técnica do Algoritmo Genético. O método proposto no estudo também 

foi detalhado nas próximas subseções. 
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3.1 MATERIAIS: BANCO DE DADOS E APLICATIVOS  

 

O estado da Bahia é um dos 27 estados do Brasil, localizado na região 

Nordeste, que compreende uma área de 564.733,177 km² e aproximadamente 15,5 

milhões de habitantes (7,5% da população total do Brasil), distribuídas em 417 

municípios, incluindo Salvador, a capital. A análise deste trabalho foi baseada no 

banco de dados de uma Pesquisa Origem-Destino de 2012, realizada em 11 

municípios da Bahia: Alagoinhas, Catú, Pojuca, Mata de São João, Dias D'Ávila, 

Camaçari, Simões Filho, Salvador, Candeias, Santo Amaro e Conceição da Feira. A 

Figura 3.1 ilustra a área e destaca os 11 municípios.  

 

 
Figura 3.1: Estado da Bahia e os onze municípios estudados (Pitombo et al., 2017) 

 

Dentre todos os pares dos onze municípios envolvidos na pesquisa, estão 

inclusos importantes polos de atividades com diversas viagens intermunicipais em 

que o principal motivo da viagem é o trabalho. O estudo de caso envolve centros 

urbanos de turismo e possui grande importância regional histórica. A Tabela 3.1 

apresenta as informações demográficas das onze cidades. 

 

 



31 
 

Tabela 3.1: Informações demográficas dos onze municípios 

Municípios População (2010) PIB per capita 
Empregos 

(saldo) 

Área 

(km²) 

Alagoinhas 141.949 12.897,57 667 718,1 

Camaçari 242.970 51.221,59 -1.028 784,7 

Candeias 83.158 26.384,89 -534 251,6 

Catu 51.077 8.127,33 239 416,2 

Conceição da Feira 20.391 4.665,71 15 162,9 

Dias D'Ávila 66.440 33.239,10 -751 184,2 

Mata de São João 40.183 15.264,30 375 633,2 

Pojuca 33.066 28.402,54 106 290,1 

Salvador 2.675.656 15.229,24 5.962 692,8 

Santo Amaro 57.800 7.589,97 67 492,9 

Simões Filho 118.047 27.571,93 484 201,6 

(Fonte: IBGE, 2010; SEI-BA, 2012). 

 

O espaço amostral estudado foi baseado na pesquisa Origem-Destino, 

realizada pelo CETRAMA (Centro de Estudos de Transportes e Meio Ambiente-

Universidade Federal da Bahia). A Tabela 3.1 apresenta os onze municípios 

envolvidos na pesquisa, bem como a descrição das variáveis quantitativas 

referentes a cada cidade. É importante ressaltar que a variável Empregos em cada 

município representa o saldo entre demissões e admissões, em 2012, motivo pelo 

qual alguns municípios apresentaram valores negativos.  

A Pesquisa OD forneceu as informações necessárias para a composição de 

um banco de dados denso a respeito dos indivíduos entrevistados, no qual foram 

aplicadas as técnicas de Aprendizagem de Máquinas, CART (Classification And 

Regression Tree) e Algoritmo Genético. Neste trabalho, a área de estudo é 

representada pelos onze municípios por meio de pares Origem-Destino formados 

por eles, em que a origem pode ser representada por qualquer uma das onze 

cidades.. 

 

3.1.1 Amostra 

A amostra é composta por viajantes intermunicipais (usuários de ônibus nos 

terminais rodoviários e com motoristas e passageiros de automóveis ou motocicletas 

nas rodovias intermunicipais). Em vista disso, a coleta ocorreu em polos geradores 
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dos 11 municípios envolvidos na pesquisa ou em postos rodoviários. A pesquisa 

envolveu um levantamento do perfil socioeconômico dos entrevistados, bem como 

informações inerentes à viagem. 

A base de dados da pesquisa é composta por pessoas maiores de quinze 

anos (idade mínima para um indivíduo desacompanhado de um responsável viajar 

de transportes ferroviários ou rodoviários de passageiros entre as cidades), 

residentes nos municípios que abrangem a pesquisa. A unidade de seleção amostral 

é o indivíduo e as informações foram coletadas por meio de um questionário 

estruturado, elaborado pelos pesquisadores do CETRAMA (UFBA). 

Devido à restrição de recursos orçamentários, previstos para o levantamento 

de campo, foi estabelecido que as entrevistas fossem realizadas nos Pólos 

Geradores de Tráfego mais representativos em cada uma das cidades localizados, 

principalmente no entorno das vias e das estações ferroviárias, a uma distância de 

aproximadamente 800 metros e/ou que tivessem representatividade regional. Tais 

Polos Geradores de Tráfego englobam os terminais rodoviários intermunicipais, 

centros comerciais, parques industriais, universidades e centros educacionais em 

que foi assegurada a aleatoriedade de seleção das unidades amostrais. 

 O plano amostral escolhido foi o estratificado e cada estrato representa um 

município da análise. Em cada estrato, amostras aleatórias simples foram realizadas 

de forma independente. Isto é, a amostra foi constituída por onze estratos. Cada 

estrato foi proporcional ao número de pessoas com mais de catorze anos que 

residem nos municípios. Os indivíduos foram alocados de acordo com os critérios de 

alocação proporcional dada pela Equação 3.1 e Equação 3.2. 

 

                     (3.1) 

 

Em que, Wh é o peso do estrato h dado pela Equação 3.2. 

 

   
  
 
              (3.2) 
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Em que, Nh é o número de indivíduos com mais de catorze anos no estrato h 

(município) e N é o número total de pessoas com mais de catorze anos que residem 

nos onze municípios. Foi adotado um número mínimo de 100 indivíduos para o 

tamanho da amostra de cada estrato. A amostra inicial consistiu de 3.300 indivíduos.  

Para tratamento da amostra foram utilizadas variáveis socioeconômicas 

categóricas relativas ao questionário aplicado, além de informações relativas às 

viagens intermunicipais (motivo, modo de transporte, frequência da viagem, etc.). 

Além disso, foram adicionados ao banco de dados, variáveis agregadas 

provenientes do último Censo Demográfico e variáveis de tempo e distância de 

viagem. Associadas a essas informações estão as escolhas de destino 

intermunicipais (variável dependente). A variável dependente Escolha de destinos 

refere-se aos onze municípios (Figura 3.1). A Tabela 3.2, Tabela 3.3 e Tabela 3.4 

caracterizam as variáveis (dependente e independentes) de acordo com a amostra 

final de 3.229 indivíduos obtida após tratamento dos dados. O questionário utilizado 

na Pesquisa OD encontra-se no Apêndice I deste texto. 

 

Tabela 3.2: Características de viagem da amostra 

Categorias (municípios) da variável 

dependente 

Número de 

viagens  

Percentagem de 

viagens (%) 

Alagoinhas 339 10,5 

Camaçari 588 18,2 

Candeias 209 6,5 

Catú 134 4,1 

Conceição da Feira 33 1,0 

Dias D'Ávila 179 5,5 

Mata de São João 94 2,0 

Pojuca 97 3,0 

Salvador 927 28,7 

Santo Amaro 160 5,0 

Simões Filho 469 14,5 
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Tabela 3.3: Frequência das categorias das variáveis categóricas (N=3.229) 

Variáveis 
Variáveis 

categóricas 

Quantidade 

na amostra 

Percentagem 

(%) 

Gênero 
Masculino 1.662 51,5 

feminino 1.567 48,5 

Idade 

até 19 211 6,5 

de 20 a 29 918 28,4 

de 30 a 39 844 26,1 

de 40 a 49 541 16,8 

de 50 a 65 561 17,4 

Acima de 65 144 4,5 

Nível de instrução 

Sem instrução 142 4,4 

Primeiro grau 976 30,2 

Segundo grau 1.487 46,1 

Terceiro grau 574 17,8 

Renda (mensal)* 

até 1 SMB** 544 16,8 

entre 1 e 3 SMB** 1.344 41,6 

entre 3 e 5 SMB** 1.010 31,3 

acima 5 SMB** 186 5,8 

Ocupação 

comércio 956 29,6 

indústria 462 14,3 

serviços 641 19,9 

agricultura 31 1,0 

estudante 276 8,5 

aposentado 247 7,6 

Outra ocupação 550 17,0 

Residência 

própria 2.565 79,4 

alugada 577 17,9 

cedida 66 2,0 

Número de carros por 

domicílio 

nenhum 2.326 72,0 

1 628 19,4 

2 55 1,7 

Mais de 2 18 0,6 

Frequência de 

viagem/Semana 

1 dia 1.137 35,2 

2 dias 613 19,0 

3 dias 300 9,3 

4 dias 102 3,2 

5 dias 302 9,4 

6 dias 135 4,2 

Todos os dias 285 8,8 

Outras frequências 224 6,9 

Motivo da viagem 

Trabalho  1.267 39,2 

Estudo  228 7,1 

Compras  207 6,4 

Lazer  581 18,0 
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Saúde  195 6,0 

Visita  572 17,7 

Outros  149 4,6 

Tempo de viagem 

até 30 min 404 12.5 

entre 30 e 60 min 1.176 36.4 

Acima de 60 min 1.581 49.0 

Modo de viagem 

ônibus 2.653 82.2 

carro 440 13.6 

van/similar 59 1.8 

a pé 3 0.1 

bicicleta 2 0.1 

other 22 0.7 

Custo da viagem por viagem* 

Abaixo de US$ 2.56 878 27.2 

entre US$ 2.56 - 

5.13 
1.016 31.5 

entre US$ 5.13 - 

10.26 
657 20.3 

Acima de  US$ 

10.26 
612 19.0 

* BRL para USD sobre a taxa de câmbio media em 2012. 
** SMB: Salário Mínimo Brasileiro em 2012 (aproximadamente 319 US$). 

 
 

 

Tabela 3.4: Medidas descritivas das variáveis quantitativas da amostra 

Informações 
Tamanho 

da 
amostra 

Mínimo Máximo Média Desvio padrão 

População  3.229 20.391 2.675.656 1.331.616,7 1.285.409,1 

PIB (R$) 3.229 4.665,7 51.221,6 20.963,11 13.907,92 
Saldo Emp 

Norm 
3.229 -1.028 5.962 509 1.883,91 

 

 

Assim, o banco de dados final foi composto por dois tipos de informações: em 

um nível agregado e desagregado. Contudo, cada registro refere-se a um indivíduo. 

Ou seja, um único registro pode ter variáveis agregadas relacionadas à cidade de 

origem e destino. O próximo registro pode referir-se à mesma cidade de origem, 

uma vez que ambos os indivíduos são provenientes do mesmo município. 

Em outras palavras, a amostra completa contém 3.229 indivíduos (registros), 

ou seja, 3.229 diferentes observações relacionadas aos indivíduos e às 11 cidades, 

representando cada cidade de origem e destino na área de estudo. Isto significa que 
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os valores de variáveis explicativas, em um nível agregado, podem ser repetidos ao 

longo do banco de dados.  

 

3.1.2 Aplicativos utilizados 

 

As análises realizadas por meio dos algoritmos de Aprendizagem de 

Máquinas, CART (Classification And Regression Tree) e Algoritmo Genético, foram 

realizadas pelos seguintes aplicativos, respectivamente: IBM SPSS 24.0 e 

MathWorks MATLAB R2016b. O software Excel foi utilizado para gerar a modelagem 

tradicional gravitacional, além de servir como base no tratamento do banco de dados 

da Pesquisa OD.  

 

3.2 MODELO DE OTIMIZAÇÃO 

 

Para a análise desagregada de distribuição de viagens, realizada pelo 

Algoritmo Genético, foi efetuada, neste trabalho, a execução de um procedimento de 

otimização que utilizou os princípios conceituais da modelagem desagregada 

baseada nos modelos de Escolha Discreta. 

Os modelos de Escolha Discreta buscam representar as condições em que 

um indivíduo realiza a sua escolha diante de um conjunto finito de alternativas, em 

que cada alternativa é representada por uma função utilidade. A utilidade de cada 

alternativa é descrita por meio de uma função matemática, definida pela combinação 

das variáveis, agregadas e desagregadas, selecionadas no conjunto de dados, 

conforme mostrada na Equação 3.3 (Ben-Akiva e Lerman 1985), 

 

                      ξi (3.3) 

 

Para o caso deste trabalho,    é a função utilidade da alternativa 

  (                      );       é a constante que engloba todas as variáveis que 



37 
 

não estão inclusas no conjunto de dados;     e   são as variáveis relacionadas ao 

individuo (desagregadas) ou ao município (agregadas); e     e γ são os parâmetros 

a serem estimados das variáveis referentes ao indivíduo ou ao município. 

Dessa forma, as funções utilidades das onze alternativas (municípios) podem 

ser representadas pelas Equações 3.4 e 3.5. 

 

                                               

                                                             
(3.4) 

 

 

      
 

(3.5) 

 

Em que, Ui é a utilidade do município i, com i = 1, 2, 3,...,10; ASCi é a 

constante da função Ui, Idade, Renda,... são as variáveis selecionadas para a 

calibração do modelo de otimização; αi, βi e γi,... representam os parâmetros a 

serem estimados correspondentes às variáveis que compõem Ui. É importante 

ressaltar que a utilidade de um dos municípios foi fixada como valor zero 

(referência). 

A partir da obtenção da utilidade para cada alternativa é possível calcular as 

probabilidades de escolha de cada município. A probabilidade de escolha de uma 

das alternativas é a probabilidade de que a sua utilidade seja maior que a de todas 

as outras alternativas e pode ser representada pela Equação 3.6. 

 

   
   

∑ (   ) 
   

 (3.6) 

 

Em que, Pi é a probabilidade da alternativa (município) i ser escolhida; Ui é a 

utilidade da alternativa (município) i e o denominador corresponde ao somatório de 

todas as alternativas (municípios) disponíveis. 
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Após a obtenção das utilidades de cada alternativa (município), das 

probabilidades de cada município i ser escolhido e dos parâmetros da função 

utilidade, o Algoritmo Genético maximizou esta função, de forma que o maior valor 

de probabilidade é representado pelo município realmente escolhido. Assim, a 

função objetivo, definida pelo Algoritmo Genético, pode ser representada pela 

Equação 3.7. O Algoritmo Genético gera os coeficientes relativos a cada variável 

das onze funções utilidade do modelo de otimização quando o valor máximo da 

função objetivo é atingido. 

 

∑  (  )

  

   

 

 
 

 
 

 
 
 

(3.7) 

3.3 MÉTODO 

 

O procedimento metodológico adotado e todas as etapas realizadas estão 

ilustrados na Figura 3.2. 

Neste estudo, para o caso dos algoritmos de Aprendizagem de Máquinas, a 

variável dependente é definida como a escolha da cidade de destino com 11 

categorias e as variáveis independentes utilizadas foram as características 

socioeconômicas dos indivíduos da amostra, as características de viagem e as 

variáveis agregadas dos municípios de origem e destino. 

O método descrito neste trabalho segue quatro passos principais, 

apresentados na Figura 3.2. Primeiramente, dois modelos gravitacionais foram 

estimados, respectivamente, pelo método dos mínimos quadrados e por meio de um 

procedimento duplamente restringido. Na sequência, foram aplicados os algoritmos 

de Aprendizagem de Máquinas, o CART (Classification And Regression Tree) e o 

Algoritmo Genético, para a análise desagregada de distribuição de viagens.  E, por 
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fim, os resultados da aplicação do método desagregado (algoritmos de Aprendizado 

de Máquina) e dos modelos gravitacionais foram comparados segundo três critérios 

distintos: distribuição das distâncias de viagens, medidas de ajuste e da perspectiva 

qualitativa.  

 

 

 

 

Figura 3.2: Método proposto para estimar a distribuição de viagens intermunicipais (Pitombo 
et al., 2017) 
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4 RESULTADOS E DISCUSSÕES  

 

Este capítulo apresenta os resultados das etapas metodológicas apresentadas no 

capítulo anterior, além de apresentar as principais discussões. Traz os resultados dos quatro 

modelos propostos (Gravitacional 1, Gravitacional 2, CART e Algoritmo Genético) e a 

comparação de todas as ferramentas propostas, utilizando três critérios distintos. 

Finalmente, é comprovada a eficiência e adequabilidade dos algoritmos de Aprendizagem 

de Máquinas para previsão de viagens intermunicipais por meio de amostra desagregada.  

 

4.1 DESCRIÇÃO GERAL DOS RESULTADOS 

 

Inicialmente, foram realizadas duas análises por meio da calibração de 

modelos gravitacionais tradicionais, pelo Procedimento Stepwise (Modelo 

Gravitacional 1) e Método Duplamente Restringido (Modelo Gravitacional 2), 

respectivamente. Na etapa posterior, os algoritmos de Aprendizagem de Máquinas, 

CART (Modelo 3) e Algoritmo Genético (Modelo 4), foram submetidos a um 

processo de treinamento e de otimização, respectivamente, usando as variáveis 

descritas anteriormente. A amostra utilizada continha 2.584 indivíduos, 

correspondente a 80% da amostra inicial. Tais indivíduos foram escolhidos 

aleatoriamente a partir do banco de dados original. Os 20% restantes (645 

indivíduos) da amostra foram utilizados para validação das ferramentas. 

Na análise do algoritmo CART, de Árvore de Decisão, a variável dependente 

foi definida como a cidade de escolha do destino, com 11 categorias. As variáveis 

independentes consideradas foram as variáveis socioeconômicas (Idade, Grau de 

instrução, Renda média, N° de carros no domicílio e Frequência semanal de 

viagem), três variáveis referentes às viagens (Tempo de viagem, Custo de viagem e 

Distância de viagem), além das variáveis agregadas dos municípios (População da 

cidade de origem, PIB per capita da cidade de origem, PIB per capita da cidade de 

destino e Saldo de Empregos Normalizado). Para a análise de otimização, do 

Algoritmo Genético, foram utilizadas as mesmas variáveis consideradas no algoritmo 

CART a fim de se obter a utilidade da escolha de cada alternativa (município). 
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4.2 MODELO 1: MODELO GRAVITACIONAL 1 

 

O objetivo da calibração dos modelos gravitacionais é a comparação do 

desempenho dos modelos obtidos pelo algoritmo CART (Classification And 

Regression Tree) e pelo Algoritmo Genético (AG) com modelos clássicos de 

distribuição de viagens. 

 O Modelo Gravitacional 1 foi estimado considerando as variáveis 

independentes agregadas relacionadas à cidade de origem e destino (População da 

cidade de origem e Saldo de Empregos Normalizado) e a Distância de viagem e a 

variável dependente utilizada foi o número de viagens entre as onze cidades. Os 

coeficientes do modelo foram calculados por meio do procedimento dos mínimos 

quadrados (Procedimento Stepwise). Os parâmetros estimados neste modelo estão 

apresentados na Equação 4.1. Vale ressaltar que foram utilizadas as mesmas 

amostras de calibração (treinamento) e validação (teste) em todas as etapas 

metodológicas. 

 

   
                

  
          

     

   
      (4.1) 

 

Onde, Vij
intermunicipais

 é o total de viagens intermunicipais de i para j, Pi é a população 

da cidade de origem, Ej é o saldo de empregos normalizado e dij é a distância entre 

o município i e o município j. 

 

Antes da aplicação do procedimento Stepwise, foi realizada uma 

transformação logarítmica das variáveis originais. O Coeficiente de Determinação, 

R2, foi de 0,615. 

As Tabelas 4.1 e 4.2 apresentam os resultados principais do modelo e a 

significância dos coeficientes estimados, respectivamente. Ressalta-se ainda que as 

três variáveis foram selecionadas pelo método Stepwise como sendo àquelas 

associadas aos parâmetros significativos. 
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Tabela 4.1: ANOVA (Modelo Gravitacional 1) 

Modelo 
Soma dos 
Quadrados 

Quadrado 
Médio 

F Sig. 

Regressão 1,096 0,365 57,077 0,000 

Resíduo 0,685 0,006     

Total 1,781       

 

 

Tabela 4.2: Significância dos coeficientes da Regressão Linear (Modelo Gravitacional 1) 

Modelo 

Coeficientes 
não 

padronizados 

Coeficientes 
padronizados 

t Sig. 

B 
Erro 

Padrão 
Beta 

Ln População 
Ln Empregos 

0,406 
0,283 

0,040 
0,042 

0,675 
0,560 

10,276 
6,681 

0,000 
0,000 

Ln Dij -0,110 0,030 -0,331 -3,723 0,000 

 

 

4.3 MODELO 2: MODELO GRAVITACIONAL 2 

 

O Modelo Gravitacional 2 (Procedimento Duplamente Restringido) foi 

estimado considerando as mesmas variáveis independentes consideradas no 

Modelo Gravitacional 1 e a ferramenta de otimização solver no Microsoft Excel. Os 

parâmetros estimados no Modelo Gravitacional 2 são mostrados na Equação 4.2.  

Pode-se notar que o critério do Modelo Gravitacional 2 minimiza as diferenças 

entre as distribuições de distâncias de viagens observadas e estimadas enquanto o 

critério do Modelo Gravitacional 1 minimiza a diferença entre o número de viagens 

observadas e estimadas entre origens e destinos. Apesar de ter critérios diferentes 

ao calibrar os modelos, ambos os modelos gravitacionais apresentaram equações 

semelhantes. As demais variáveis agregadas (PIB da cidade de origem e PIB da 

cidade de destino) também não foram consideradas importantes no processo 

iterativo de otimização utilizado na ferramenta solver. 
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     (4.2) 

 

Onde Vij
intermunicipais é o total de viagens intermunicipais de i para j, Pi é a população 

da cidade de origem, Ej é o saldo de empregos normalizado e dij é a distância entre 

o município i e o município j. 

 

4.4 MODELO 3: ALGORITMO CART 

 

A partir da base de dados correspondente a 80% da amostra inicial, contida 

no nó raiz, o algoritmo CART produziu divisões binárias, tendo sido escolhido como 

critério maximizar a homogeneidade dos nós-filhos, bem como interromper o 

processo de divisão quando o número de observações em um nó filho fosse menor 

do que o valor mínimo especificado no software (casos mínimos em nó filho é igual a 

25 indivíduos). A Figura 4.1 representa esquematicamente o mapa de árvore da 

etapa de treinamento, com 80% dos registros, em que a caixa superior (número 0) 

refere-se ao nó-raiz, as caixas subsequentes são os nós-filhos e as últimas caixas 

(sombreadas em cores cinzentas) referem-se aos seis nós-terminais. A árvore final é 

composta por cinco níveis. 

É importante ressaltar a necessidade da transformação dos valores reais, das 

variáveis selecionadas pelo algoritmo CART, em valores normalizados, pelo fato dos 

valores da variável Saldo de Empregos Normalizado estarem muito discrepantes dos 

valores das demais variáveis. O procedimento de normalização adotado considerou 

os valores máximo e mínimo da variável Saldo de Empregos Normalizado. 
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Figura 4.1: Mapa da Árvore de Decisão (Modelo 3: Algoritmo CART) 

 

A Tabela 4.3 apresenta as informações dos nós-terminais, incluindo as três 

escolhas de destinos mais frequentes selecionadas pelo algoritmo CART. 

Algumas conclusões podem ser exploradas a partir do modelo representado 

na Tabela 4.2 e Figura 4.1. As divisões da amostra de treinamento resultaram em 10 

subgrupos, compreendendo todos os nós-filhos (incluindo os nós-terminais), com 

diferentes combinações de faixa de valores para as variáveis agregadas Saldo de 

Empregos Normalizado e PIB da cidade de destino. Observou-se, ainda, 

homogeneidade total nos nós 2, 3, 6, 8 e 10. Tais folhas apresentaram 100% de 

observações em apenas uma das onze categorias possíveis da variável dependente. 
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Tabela 4.3: Municípios de destino mais frequentes e as condições de corte nos nós terminais 
(Modelo 3: Algoritmo CART) 

Nó Municípios de destinos mais frequentes por folhas % 

2 Salvador (100%) 28,9 

3 Camaçari (100%) 18,4 

6 Alagoinhas (100%) 10,1 

8 Simões Filho (100%) 14,6 

9 Dias D’Ávila (23,5%), Santo Amaro (23,0%), Catu (20,7%) 21,7 

10 Candeias (100%) 6,3 

Nó Condições de corte das variáveis explicativas % 

2 Saldo Empregos Normalizado > 0,62 28,9 

3 Saldo Empregos Normalizado ≤ 0,02 18,4 

6 Saldo Empregos Normalizado ≤ 0,62; Saldo Empregos Normalizado > 0,23 10,1 

8 Saldo Empregos Normalizado ≤ 0,23; Saldo Empregos Normalizado > 0,21 14,6 

9 
Saldo Empregos Normalizado > 0,02; Saldo Empregos Normalizado ≤ 0,21; 

PIB per capita ≤ 0,72 
21,7 

10 
Saldo Empregos Normalizado > 0,02; Saldo Empregos Normalizado ≤ 0,21; 

PIB per capita > 0,72 
6,3 

 

 

A primeira variável independente selecionada foi Saldo de Empregos 

Normalizado, com o valor de corte de 0,62. Esta variável independente (e valor de 

corte selecionado) forneceu os dois grupos (nós filhos seguintes ao nó raiz: Nó 1 e 

Nó 2) mais homogêneos do banco de dados original, segundo a variável dependente 

Escolha de destinos. Análogo a este processo, os seguintes nós dividiram-se 

considerando novos valores das variáveis Saldo de Empregos Normalizado e PIB 

per capita. 

Pode-se notar que Salvador é o único município com Saldo de Empregos 

Normalizado maior que 0,62. Assim, considera-se que os residentes em Salvador 

compõem o ramo direito da árvore final. 

É importante mencionar que, apesar de não ter variáveis desagregadas na 

estrutura da árvore, o algoritmo CART selecionou uma variável desagregada como 

divisão substituta: N° de carros no domicílio. A Tabela 4.4 mostra as principais 

divisões e as divisões substitutas (incluindo a variável N° de carros no domicílio). A 

partir da amostra de validação do processo de Árvore de Decisão (AD), o algoritmo 

CART forneceu uma precisão 85,9% de acertos. 
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Tabela 4.4: Divisões principais e substitutas 

Nó 
Divisões 

principais 
Divisões substitutas Aprimoramento Associação 

0 
Saldo de 

Empregos 
Normalizado 

População da origem 0,097 0,193 

PIB per capita do destino 0,158 0,181 

PIB per capita da origem 0,051 0,177 

Distância de viagem 0,017 0,090 

Carros no domicílio 0,001 0,001 

1 
Saldo de 

Empregos 
Normalizado 

PIB per capita do destino 0,130 0,655 

Distância de viagem 0,014 0,025 

4 
Saldo de 

Empregos 
Normalizado 

Distância de viagem 
PIB per capita da origem 

População da origem 

0,033 
0,011 
0,020 

0,352 
0,111 
0,107 

5 
Saldo de 

Empregos 
Normalizado 

Distância de viagem 0,067 0,641 
PIB per capita do destino 0,067 0,069 

Frequência semanal de viagem 
Tempo de viagem 

PIB per capita da origem 
Custo de viagem 

0,004 
0,006 
0,001 
0,009 

0,056 
0,032 
0,013 
0,008 

7 
PIB per 

capita do 
destino 

Saldo de Empregos Normalizado 
PIB per capita da origem 

0,050 
0,001 

0,183 
0,018 

Frequência semanal de viagem 0,002 0,018 

     

  
 
 

  

4.5 MODELO 4: ALGORITMO GENÉTICO 

 

Para a obtenção do modelo de otimização, por meio da técnica do Algoritmo 

Genético, foi utilizado o software MathWorks MATLAB R2016B, o qual possui sua 

própria biblioteca (parâmetros) de otimização. Tais parâmetros representam as 

considerações que o Algoritmo Genético (AG) realiza o processo de otimização: 

definição da população inicial, seleção, crossover e mutação e o critério de parada. 

Porém, existe a possibilidade de alteração manual desses parâmetros pelo usuário. 

A Tabela 4.5 apresenta os valores destes parâmetros considerados neste trabalho. 
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Tabela 4.5: Parâmetros considerados pelo Algoritmo Genético (AG) 

Parâmetros Valor 

Tamanho da população 200 

Alcance da população inicial [-100;100] 

Contador de elite 10 

Fração de crossover 0,8 

Mutação 

Função Gaussiana  

(adiciona um número aleatório de uma distribuição 
Gaussiana dos valores de cada indivíduo pai) 

Cruzamento 

Função Dispersa 

(cria um vetor binário aleatório, onde possuir valor 1 
neste vetor, retira o gene do pimeiro pai, onde possuir 

0, retira o gene do segundo pai) 

Critério de parada 

1.Número máximo de gerações ≤ 1300 

2.Número de gerações consecutivas com diferença 
menor que 10-4 > 10  

 

 

A partir destas considerações, o Algoritmo Genético calibrou os 130 

parâmetros das doze variáveis (e da constante) consideradas nas funções utilidades 

de cada município da análise, conforme já definidas pelas Equações 3.4 e 3.5, no 

Capítulo 3. 

Analogamente ao algoritmo CART, a calibração dos coeficientes se deu por 

meio da utilização da amostra de 80% dos indivíduos da amostra, obtidas 

aleatoriamente, enquanto que, os 20% restantes da amostra foram utilizadas na fase 

de testes (validação).  

A partir daí, por meio da utilização do software MATLAB e considerando os 

parâmetros presentes na biblioteca do software, foram obtidas oito replicações 

distintas dos 130 parâmetros, provenientes de testes, relativas aos destinos 

escolhidos. Todas estas oito replicações tiveram percentuais de acertos altos, 

obtidos a partir da amostra de validação, entre aproximadamente 94% e 96%, 

conforme Tabela 4.6. Todos os parâmetros estimados das variáveis, relativos às 
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funções utilidade de cada município nas oito replicações, encontram-se no Apêndice 

II deste texto. 

 

Tabela 4.6: Porcentagem de acertos nas replicações geradas pelo Algoritmo Genético (AG) 

Testes Porcentagem de acertos (%) 

1 95,35 

2 95,81 

3 94,73 

4 94,42 

5 95,81 

6 95,35 

7 94,26 

8 94,73 

 

4.5.1 Procedimento de escolha da melhor replicação  

 

Na definição do melhor conjunto de parâmetros do Algoritmo Genético (AG) 

foi utilizado novamente o algoritmo CART de Árvore de Decisão, considerando os 

sinais e magnitude de tais parâmetros estimados nas onze funções utilidade. O 

algoritmo CART facilitou tal escolha, pois, fixada cada uma das variáveis 

independentes como a primeira para divisão dos dados, pôde-se perceber a sua 

influência (negativa ou positiva) na escolha de cada uma das onze cidades, 

definindo então o sinal do parâmetro estimado. Desta forma, foi proposto o seguinte 

procedimento: 

(1) Primeiramente, fixa-se cada uma das variáveis independentes como 

primeira divisão a partir do nó raiz (como Idade e Grau de Instrução, por exemplo); 

(2) Observa-se se o percentual de escolha de cada município diminuiu ou 

aumentou com o aumento da variável fixada em (1). Por exemplo, as escolhas para 

o município de Camaçari aumentam com o aumento do Grau de Instrução, logo o 

sinal desta variável para a utilidade do município de Camaçari deve ser positivo;  
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(3) Adota-se o sinal do parâmetro relativo à variável investigada em (2) para 

cada uma das funções utilidade;  

(4) Repetem-se os passos de (1) a (3) para as demais variáveis 

independentes;  

(5) Escolhe-se a replicação do Algoritmo Genético (AG) que possui maior 

número de coerências de sinais de parâmetros estimados. 

Alguns resultados obtidos pelo algoritmo CART são observados nos 

esquemas a seguir, Figura 4.2 e Figura 4.3, fixando as variáveis Idade e Grau de 

Instrução como primeira divisão, respectivamente. 

 

 

Figura 4.2: Algoritmo CART com primeira variável Idade fixada 
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Figura 4.3: Algoritmo CART com primeira variável Grau de Instrução fixada (1-Sem Instrução; 
2-Pimeiro Grau; 3-Segundo Grau; e 4-Terceiro Grau) 

 

Observando a Figura 4.2, por exemplo, verifica-se que pessoas com idade 

maiores que 50 anos têm maior propensão de escolher o município de Alagoinhas, 

quando comparadas às pessoas com idade inferior ou igual a 50 anos. Espera-se 

então, por exemplo, que o parâmetro relativo à variável idade na função utilidade de 

Alagoinhas (U1) tenha sinal positivo. 

Já verificando a Figura 4.3, percebe-se que a escolha do destino Salvador é 

realizada por pessoas com Grau de Instrução mais alto. Desta forma, espera-se 

também sinal positivo para o parâmetro relativo à variável Grau de Instrução na 

função utilidade referente ao município de Salvador (U9). 

Assim, a partir destes resultados, foi analisada a influência de cada variável 

na escolha de cada município como destino da viagem. Tal influência foi comparada 

com o sinal de cada parâmetro obtido pelas replicações no Algoritmo Genético (AG), 

visto que as variáveis que aumentavam o número de viagens atraídas por certo 

município deveriam possuir coeficiente com sinal positivo no modelo de otimização e 

as variáveis que diminuíam o número de viagens, deveriam possuir coeficiente com 

sinal negativo. Desta forma, foi feita uma análise mais cuidadosa dos resultados 

obtidos nas oito replicações pelo Algoritmo Genético (AG), selecionando a 

replicação 5 como o melhor conjunto de parâmetros, a qual caracterizou as funções 
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utilidade, apresentadas na Tabela 4.7, de acordo com os seguintes valores de 

parâmetros. 

 

Tabela 4.7: Funções utilidade de cada município do Modelo 5 

  

                                             
                         
                                  
                                          
                             
                            
                               
                                

 

U1 

 Alagoinhas 

 

                                             
                         
                                  
                                          
                             
                             
                              
                               

 

U2 

 Camaçari 

 

                                             
                         
                                  
                                          
                             
                             
                               
                              

 

U3 

 Candeias 
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U4 

 Catu 

 

                                             
                         
                                  
                                          
                             
                             
                               
                                

 

U5 

 Conceição 

da Feira 

 

                                            
                         
                                  
                                          
                             
                             
                              
                               

 

U6 

 Dias D’Ávila 

 

                                             
                         
                                  
                                          
                             
                             
                               
                               

 

U7 

 Mata de São 

João 
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U8 

 Pojuca 

 

                                              
                         
                                  
                                          
                             
                             
                               
                                

 

U9 

 Salvador 

 

                                             
                         
                                  
                                          
                             
                             
                               
                               

 

U10 

 Santo Amaro 

 

      
 

U11 

 Simões Filho 

 

 

4.6 COMPARAÇÕES DAS ABORDAGENS 

 

Para comparação das abordagens e mensuração da eficiência dos algoritmos 

de Aprendizagem de Máquinas na estimativa de distribuição de viagens 

intermunicipais, são propostos os critérios descritos a seguir: (1) Distribuição de 

distâncias de viagens; (2) Medidas de qualidade de ajuste; e (3) Perspectiva 

qualitativa. 
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4.6.1 Distribuição das distâncias de viagens 

 

A distribuição das distâncias das viagens foi considerada como uma medida 

de desempenho para avaliar e comparar os modelos previamente estimados. Os 

histogramas relacionados às distâncias de viagens dos dados observados, dos 

dados estimados pelos Modelos Gravitacionais (Modelo 1 e Modelo 2) e dos dados 

estimados pelos algoritmos de Aprendizagem de Máquinas (Modelo 3 e Modelo 4) 

estão ilustrados na Figura 4.4. Este critério foi escolhido, pois a calibração do 

Modelo Duplamente Restringido (Modelo Gravitacional 2) baseou-se na minimização 

das diferenças entre as distâncias observadas e estimadas. 

 

 

Figura 4.4: Histograma das distâncias de viagens 

 

A Figura 4.4 indica uma forte associação entre a distribuição das distâncias 

de viagens dos valores observados e os estimados pelos algoritmos de 

Aprendizagem de Máquinas. Como pode ser observado no histograma, o Algoritmo 

Genético apresentou o melhor desempenho para qualquer faixa de distância 

destacada.  Com relação ao desempenho do algoritmo CART, foi melhor para 

viagens menores que 30 km, enquanto o Modelo Gravitacional 1 melhor estima as 

viagens com distância menores que 15 km e distâncias entre 75 e 90 km. 
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Além da interpretação visual, testes estatísticos não paramétricos de Mann-

Whitney e Kolmogorov-Smirnov, foram realizados a fim de comparar as distribuições 

das distâncias de viagens estimadas pelas diferentes abordagens. A hipótese nula é 

que duas amostras são delineadas a partir da mesma distribuição de probabilidade. 

Por isso, dividiu-se a análise em grupos. O Grupo 1 refere-se à comparação das 

distribuições das distâncias de viagens observadas com as distribuições das 

distâncias de viagens estimadas por cada uma das abordagens. O Grupo 2 refere-se 

à comparação das distribuições das distâncias de viagens estimadas pelo CART 

com as distribuições das distâncias de viagens estimadas pelas demais abordagens. 

O Grupo 3 refere-se à comparação das distribuições das distâncias de viagens 

estimadas pelo Modelo Gravitacional 1 com as distribuições das distâncias de 

viagens estimadas pelas demais abordagens. O Grupo 4 refere-se à comparação 

das distribuições das distâncias de viagens estimadas pelo Modelo Gravitacional 2 

com as distribuições das distâncias de viagens estimadas pelas demais abordagens. 

E, por fim, o Grupo 5 refere-se à comparação das distribuições das distâncias de 

viagens estimadas pelo Algoritmo Genético (AG) com as distribuições das distâncias 

de viagens estimadas pelas demais abordagens. Além disso, o teste da mediana foi 

realizado para testar se as amostras têm medidas centrais semelhantes. 

Diante disso, as Tabelas 4.8 a 4.12 apresentam os resultados dos testes 

estatísticos ao comparar a frequência de distâncias nas situações mencionadas. A 

Tabela 4.13 mostra os valores das médias e medianas das distâncias de viagens 

para cada abordagem. 

Com base nos resultados, pode-se afirmar que, para o Grupo 1, o Algoritmo 

Genético, seguido pelo CART, forneceram as estimativas mais precisas. 

Observando os testes não paramétricos, pode-se notar que ambos os algoritmos de 

Aprendizagem de Máquinas têm a mesma distribuição de probabilidade dos valores 

observados, bem como, as mesmas medidas centrais. No entanto, para ambos os 

modelos gravitacionais, esta hipótese foi rejeitada. 
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Tabela 4.8: Teste de distribuição de probabilidade para distâncias de viagem (Grupo 1) 

Comparação 
Teste mediana Mann-Whitney 

Teste Kolmogorov-
Smirnov 

Sig. Hipótese nula Sig. Hipótese nula Sig. Hipótese nula 

CART x Obs. 0,892 Não rejeitada 0,579 Não rejeitada 0,027 Rejeitada 

AG x Obs. 0,856 Não rejeitada 0,770 Não Rejeitada 1,000 Não Rejeitada 

Gravit. 1 x 
Obs. 

0,000 Rejeitada 0,000 Rejeitada 0,000 Rejeitada 

Gravit. 2 x 
Obs. 

0,000 Rejeitada 0,000 Rejeitada 0,000 Rejeitada 

 

 

Para o Grupo 2, que compara a distribuição das distâncias de viagens 

estimadas pelo CART com as distribuições das distâncias de viagens estimadas 

pelas demais abordagens, o AG apresentou os melhores resultados para o teste não 

paramétrico Mann-Whitney e o Teste da Mediana, para os quais a hipótese nula não 

foi rejeitada.  

 

Tabela 4.9: Teste de distribuição de probabilidade para distâncias de viagem (Grupo 2) 

Comparação 
Teste mediana Mann-Whitney 

Teste Kolmogorov-
Smirnov 

Sig. Hipótese nula Sig. Hipótese nula Sig. Hipótese nula 

Gravit. 1 x 
CART 

0,000 Rejeitada 0,000 Rejeitada 0,000 Rejeitada 

Gravit. 2 x 
CART 

0,000 Rejeitada 0,000 Rejeitada 0,000 Rejeitada 

AG x CART 0,994 Não Rejeitada 0,387 Não Rejeitada 0,026 Rejeitada 

 

Para o Grupo 3, que compara a distribuição das distâncias de viagens 

estimadas pelo Modelo Gravitacional 1 com as distribuições das distâncias de 

viagens estimadas pelas demais abordagens, o Modelo Gravitacional 2 apresentou 

os melhores resultados para o teste não paramétrico Mann-Whitney e o Teste da 

Mediana, para os quais a hipótese nula não foi rejeitada.  
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Tabela 4.10: Teste de distribuição de probabilidade para distâncias de viagem (Grupo 3) 

Comparação 
Teste mediana Mann-Whitney 

Teste Kolmogorov-
Smirnov 

Sig. Hipótese nula Sig. Hipótese nula Sig. Hipótese nula 

Gravit. 2 x 
Gravit. 1 

0,427 Não rejeitada 0,596 Não Rejeitada 0,024 Rejeitada 

CART x 
Gravit. 1 

0,000 Rejeitada 0,000 Rejeitada 0,000 Rejeitada 

AG x Gravit. 
1 

0,000 Rejeitada 0,000 Rejeitada 0,000 Rejeitada 

 

Para o Grupo 4, que compara a distribuição das distâncias de viagens 

estimadas pelo Modelo Gravitacional 2 com as distribuições das distâncias de 

viagens estimadas pelas demais abordagens, o Modelo Gravitacional 1 apresentou 

os melhores resultados para o teste não paramétrico Mann-Whitney e o Teste da 

Mediana, para os quais a hipótese nula não foi rejeitada.  

 

Tabela 4.11: Teste de distribuição de probabilidade para distâncias de viagem (Grupo 4) 

Comparação 
Teste mediana Mann-Whitney 

Teste Kolmogorov-
Smirnov 

Sig. Hipótese nula Sig. Hipótese nula Sig. Hipótese nula 

Gravit. 1  x 
Gravit. 2 

0,427 Não Rejeitada 0,596 Não Rejeitada 0,024 Rejeitada 

CART x 
Gravit. 2 

0,000 Rejeitada 0,000 Rejeitada 0,000 Rejeitada 

AG x Gravit. 
2 

0,000 Rejeitada 0,000 Rejeitada 0,000 Rejeitada 

 

 

Para o Grupo 5, que compara a distribuição das distâncias de viagens 

estimadas pelo Algoritmo Genético (AG) com as distribuições das distâncias de 

viagens estimadas pelas demais abordagens, as viagens observadas forneceram as 

estimativas mais precisas para todos os testes, seguida pelo CART, quando a 

amostra só foi rejeitada pelo teste não paramétrico Kolmogorov-Smirnov.  
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Tabela 4.12: Teste de distribuição de probabilidade para distâncias de viagem (Grupo 5) 

Comparação 
Teste mediana Mann-Whitney 

Teste Kolmogorov-
Smirnov 

Sig. Hipótese nula Sig. Hipótese nula Sig. Hipótese nula 

Obs. x AG 0,856 Não Rejeitada 0,770 Não Rejeitada 1,000 Não Rejeitada 

Gravit. 1  x 
AG 

0,000 Rejeitada 0,000 Rejeitada 0,000 Rejeitada 

Gravit. 2 x 
AG 

0,000 Rejeitada 0,000 Rejeitada 0,000 Rejeitada 

CART x AG 0,994 Não Rejeitada 0,387 Não Rejeitada 0,026 Rejeitada 

 

 

Tabela 4.13: Valores de médias e medianas para cada método analisado 

Análise Média Mediana 

Observados 51,7 46,4 

CART 49,7 46,4 

AG 52,1 46,4 

Gravit. 1 62,4 56,1 

Gravit. 2 62,6 58,3 

 

 

4.6.2 Medidas de qualidade do ajuste 
 

Para o critério da qualidade do ajuste, algumas medidas relativas ao erro 

foram avaliadas, como as mostradas nas Equações 4.3 a 4.6, que, respectivamente, 

referem-se ao Erro Médio Quadrático, Raiz do Erro Médio Quadrático, Raiz 

Quadrada Média do Erro, o Erro Médio Absoluto e Correlação de Pearson. 

 

 

 
∑(     )

  (4.3) 

  

√
 ∑(     ) 
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∑(     ) (4.5) 
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 ∑

(    ̅)(    ̅)

    
 (4.6) 

 

Onde    é a medida estimada;    é a medida observada;   é o número de 

medidas,  ̅  e  ̅  são as médias das amostras;    e    são os desvios-padrão da 

amostra.  

Um modelo é considerado com melhor desempenho do que outro se a sua 

qualidade do ajuste for melhor. A Tabela 4.14 apresenta os valores das medidas 

propostas. Observando as medidas estatísticas, pode-se notar que o procedimento 

de otimização do Algoritmo Genético (AG), seguido pelo CART, proporcionou 

melhores resultados do que ambos os modelos gravitacionais. O Modelo 

Gravitacional 1 (STEPWISE) forneceu melhores resultados do que o Modelo 

Gravitacional 2. 

 

Tabela 4.14: Medidas estatísticas da qualidade do ajuste 

Método 
Erro médio 
quadrático 

Raiz do erro médio 
quadrático 

Erro médio 
absoluto 

Correlação de 
Pearson 

CART 36,74 6,06 1,59 0,91 
AG 0,68 0,83 0,25 1,00 

Modelo Gravit. 
1 

80,61 8,98 4,52 0,73 

Modelo Gravit. 
2 

770,30 27,75 11,98 0,79 

 

 

4.6.3 Perspectiva qualitativa 

 

4.6.3.1 Árvore de Decisão 

 

O processo de divisão do algoritmo CART selecionou apenas uma variável 

desagregada, N° de carros no domicílio, como divisor substituto. Tal variável foi 

escolhida pelo fato de haver maior semelhança com relação à variável principal, 

minimizando a impureza de determinado nó. 
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O algoritmo CART fornece a medida de importância de uma variável 

explicativa em relação à árvore final. Esta medida é expressa em termos de 

quantidade normalizada, em relação à variável com a maior dimensão de 

importância. A Tabela 4.15 apresenta a importância normalizada das variáveis 

selecionadas por meio do algoritmo CART, sendo quase a sua totalidade formada 

pelas variáveis agregadas. 

 

Tabela 4.15: Medidas de importância das variáveis explicativas 

Variável explicativa Medida de Importância 

Empregos 100,0% 
PIB da cidade de destino 63,4% 

Distância 20,0% 
População da cidade de 

origem 
17,9% 

PIB da cidade de origem 9,9% 
Custo de viagem 1,4% 

Frequência semanal de 
viagem 

1,0% 

Tempo de viagem 0,9% 
Carros no domicílio 0,1% 

 

 

É possível verificar que a variável agregada Empregos especialmente 

também selecionada pelos modelos gravitacionais, foi a variável explicativa mais 

importante. Além disso, é relevante mencionar que o algoritmo CART não perde 

significativamente a precisão do modelo (taxas de acertos) quando a variável 

desagregada é utilizada como divisor substituto a partir do nó raiz. 

Outra análise detalhada do divisor substituto é ilustrada na Figura 4.5, a qual 

apresenta as diferenças nas escolhas de destinos quando a variável desagregada é 

selecionada como divisor substituto no nó raiz (nó 0). Observando a Tabela 4.4, a 

única variável desagregada que poderia ser usada como divisor substituto no nó raiz 

foi o N° de carros no domicílio. Esta variável é categórica, em que a primeira 

categoria indica que o indivíduo não possui automóveis em seu domicílio, na 

segunda categoria o indivíduo possui um automóvel, na terceira possui dois 

automóveis e na quarta o entrevistado possui mais de dois automóveis. 
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Figura 4.5: Variável N° de carros no domicílio utilizada como divisor substituto no nó raiz 

 
 

Dessa forma, pode-se observar que os indivíduos que possuem pelo menos 

um carro em seu domicílio são mais propensos a escolher Salvador como município 

de destino e menos dispostos a escolher Camaçari e Simões Filho quando 

comparados com os indivíduos que não possuem automóveis, por exemplo. 

 

4.6.3.2 Algoritmo Genético 

 

A análise qualitativa do Algoritmo Genético (AG) se deu por meio da avaliação 

dos valores dos coeficientes estimados das funções utilidade, podendo compreender 

a influência positiva ou negativa de cada variável, inclusive das desagregadas, na 

escolha de determinado município. Tal análise não foi possível através do algoritmo 
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CART, já que, além deste algoritmo ser não paramétrico, selecionou apenas uma 

variável desagregada como influente na escolha dos destinos intermunicipais. 

A Tabela 4.16 sintetiza a influência (positiva ou negativa) de cada variável 

(agregada ou desagregada) na escolha do destino intermunicipal, a partir da 

calibração das funções utilidade pelo Algoritmo Genético (Replicação 5). 
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Tabela 4.16: Influência de cada variável na escolha de destino intermunicipal 

  Alagoinhas Camaçari Candeias Catu 
Conceição 
da Feira 

Dias 
D'Ávila 

Mata de 
São João Pojuca Salvador 

Santo 
Amaro 

Simões 
Filho 

Idade + - + - - - + + + + REF 

Grau de Instrução + + + - - + + - - - REF 

Renda + - + + + + + - - + REF 

N° carros no 
domicílio + - + + - - - - - + REF 

População da 
cidade de origem + - - + - - + - + + REF 

PIB da cidade de 
origem + + + - - + - + - - REF 

PIB da cidade de 
destino + + + + + - + + + + REF 

Empregos na 
cidade de destino - + + + + + - - + + REF 

Distância de 
viagem + - + - + - + + + + REF 

Custo de viagem + - - + + - - + + + REF 

Tempo de viagem - + + + - - + - - - REF 

Frequência 
semanal de 

viagem - + + - + - - - - + REF 
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5 CONSIDERAÇÕES FINAIS E SUGESTÕES PARA TRABALHOS FUTUROS 

 

Este capítulo final abrange os principais desdobramentos das técnicas aplicadas na 

análise de distribuição de viagens intermunicipais. Primeiramente, é realizada uma síntese 

de todo o desenvolvimento deste estudo, de forma que reproduza os principais pontos 

abordados. Em seguida, são apresentadas as conclusões das aplicações das abordagens, 

assim como as sugestões para a continuidade deste tema. 

 

5.1 SÍNTESE DO TRABALHO 

 

O objetivo do presente trabalho foi realizar uma comparação entre o uso de 

algoritmos de Aprendizagem de Máquinas na análise desagregada de viagens 

intermunicipais e a abordagem tradicional de distribuição de viagens (Modelos 

Gravitacionais). Além disso, foi realizada ainda a comparação entre a aplicação dos 

dois algoritmos de Aprendizagem de Máquinas: Classification And Regression Tree 

(CART) e Algoritmos Genéticos (AG). A análise comparativa foi realizada 

considerando três critérios distintos: 

 

 Distribuição de distâncias de viagens; 

 Medidas estatísticas de desempenho; 

 Perspectiva qualitativa. 

 

Os algoritmos de Aprendizagem de Máquinas foram aplicados no banco de 

dados desagregado, obtido a partir de uma Pesquisa Origem-Destino realizada em 

2012 pelo CETRAMA (Universidade Federal da Bahia) em onze municípios do 

estado da Bahia. 

Em relação ao método proposto, primeiramente, dois Modelos Gravitacionais 

foram estimados e, na sequência, os algoritmos de Aprendizagem de Máquinas 

foram aplicados. Em seguida, as quatro abordagens foram comparadas segundo os 

critérios mencionados anteriormente. 

Para calibração dos modelos gravitacionais, foi considerada uma agregação 

do banco de dados. A variável dependente foi o N° de viagens entre os onze pares 

de cidades da análise e as variáveis independentes foram a População da cidade de 
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origem, Empregos da cidade de destino e Distância entre cidades de origem e 

destino. Para calibração dos modelos, foi utilizado o método de Regressão Linear, 

Stepwise e o método duplamente restringido. 

Já para a execução dos algoritmos de Aprendizagem de Máquinas, a variável 

dependente foi determinada como a Escolha da cidade de destino, com 11 

categorias representadas pelos municípios, e as variáveis independentes utilizadas 

se referem às características socioeconômicas dos indivíduos, às características de 

viagens e às variáveis agregadas dos municípios. 

O algoritmo CART, não paramétrico, selecionou para divisões primárias 

apenas variáveis agregadas relativas aos municípios: Empregos da cidade de 

destino e PIB da cidade de destino. A única variável desagregada selecionada pelo 

modelo foi N° de carros no domicílio, selecionada como divisor substituto. Fixando 

tal variável desagregada como primeiro divisor a partir do nó raiz, é possível verificar 

a sua influência na escolha de cada um dos onze destinos possíveis. Além disso, 

para fins de validação, o algoritmo CART apresentou aproximadamente 85% de 

acertos. 

O modelo de otimização desenvolvido para ser executado no Algoritmo 

Genético foi baseado no conceito de modelos de escolha discreta e função utilidade. 

Assim, foram propostas funções utilidades referentes a cada um dos municípios. 

Tais funções eram lineares, baseadas nas variáveis agregadas e desagregadas do 

banco de dados. Considerando a função objetivo como a representação da soma 

dos logaritmos das probabilidades das alternativas realmente escolhidas, fazendo-se 

a maximização de tal função, foi possível a calibração das funções utilidades 

relativas a oito diferentes testes. O modelo escolhido baseou-se na magnitude e 

sinais dos parâmetros estimados das funções utilidade. O AG obteve ótimo 

desempenho, com taxa de acertos relativa à amostra de validação em torno de 95%. 

Considerando os critérios utilizados na análise comparativa entre as quatro 

ferramentas, os melhores resultados observados foram provenientes da calibração 

do Algoritmo Genético, seguido pela Árvore de Decisão. Os piores resultados 

segundo a distribuição das distâncias de viagens (histograma), assim como, nos 

resultados dos testes de distribuição de probabilidade e pela qualidade do ajuste 

foram obtidos pela abordagem tradicional (Modelo Gravitacional 1 e Modelo 

Gravitacional 2).  
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Dessa forma, pode-se comprovar que os algoritmos de Aprendizagem de 

Máquinas, CART e Algoritmo Genético, apresentaram maior eficiência na análise 

desagregada de distribuição de viagens. A vantagem encontrada está no uso do 

Algoritmo Genético (AG) devido à sua capacidade de se obter parâmetros estimados 

de todas as variáveis, agregadas e desagregadas, que foram selecionadas para o 

modelo de otimização, enquanto que o algoritmo CART selecionou apenas uma 

variável desagregada, além das agregadas. 

 

 

5.2 CONCLUSÕES 

 

O estudo comparativo das técnicas de Aprendizagem de Máquinas e da 

abordagem tradicional de distribuição de viagens permitiu a comprovação de que a 

análise desagregada pode ser altamente eficaz na previsão de escolhas de destino, 

utilizando os algoritmos CART e Algoritmo Genético.  

Além disso, os algoritmos de Aprendizagem de Máquinas, aqui utilizados, não 

partem de suposições matemáticas rigorosas, sendo possível utilizar qualquer tipo 

de variável como dados de entrada, obtendo-se assim a probabilidade de escolha de 

cada destino como o principal dado de saída. 

Os melhores resultados foram obtidos pelo Algoritmo Genético devido à sua 

capacidade de determinar os parâmetros estimados de todas as variáveis 

(agregadas e desagregadas) selecionadas, assim como as elevadas taxas de 

acertos obtidas do processo de validação dos modelos. Para a replicação 5, 

escolhida como o de melhor desempenho, a taxa de acertos resultou em 95,8% 

É importante ressaltar que a fixação das variáveis independentes pelo 

algoritmo CART como divisões primárias foi um artifício criado que auxiliou no 

procedimento para determinação do melhor modelo do Algoritmo Genético, a fim de 

escolher o modelo condizente com o tipo de influência de cada variável na escolha 

da cidade de destino. 

Finalmente, este trabalho trouxe uma contribuição metodológica eficaz para 

estimativa de distribuição de viagens intermunicipais, a partir de características dos 
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indivíduos, das cidades, além dos fatores relacionados às viagens realizadas. Foram 

apresentadas ferramentas não triviais na área, que são mais flexíveis ao uso, 

considerando limitações de ferramentas tradicionais de distribuição de viagens. 

 

5.3 SUGESTÕES PARA TRABALHOS FUTUROS 

 

A utilização dos algoritmos de Aprendizagem de Máquinas na previsão da 

escolha do destino, proposta neste trabalho, apresentou os melhores resultados 

quando comparadas à análise agregada (Modelos Gravitacionais). Sendo assim, 

pode ser levada em consideração em estudos futuros em que as características 

individuais sejam importantes no processo de escolha. 

Para fins de continuidade da presente pesquisa, são sugeridas as seguintes 

análises como tema para futuros trabalhos: 

 Calibração do modelo logit multinomial para comparação com o 

Algoritmo Genético (AG) aqui proposto; 

 Uso de algoritmos de Aprendizagem de Máquinas para distribuição de 

viagens urbanas com maior número de destinos possíveis; 

 Investigação da aplicabilidade de tais técnicas para o problema de 

escolha de rotas; 

 Teste da adequabilidade dos algoritmos aqui utilizados no processo de 

escolhas simultâneas de transportes (modo de viagem, horário de 

partida, atividade, etc. – abordagem de viagens baseadas em 

atividade). 
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