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Resumo

Stefani, H. S. Método de previsao de fluxo de trafego em rodovias urbanas a partir de dados
de velocidade de fontes online. 100 p. Dissertacdo de Mestrado — Escola de Engenharia de
S30 Carlos, Universidade de Sao Paulo, 2021.

Previsdo de fluxo veicular. Inferéncia bayesiana. Fontes de dados online

A previsdo de fluxo veicular é uma ferramenta til para avaliar as condicoes de trafego em
uma rodovia e pode ser utilizada para promover maior eficiéncia no planejamento de sistemas
de transportes. A geracdo continua de dados de trafego por sistemas tradicionais de moni-
toramento no decorrer de longos periodos resultou em grandes volumes de dados historicos,
o que fomentou o desenvolvimento de modelos de previsao de fluxo de trafego. Atualmente,
esses modelos buscam atingir altos niveis de precisdo, e apesar de a acuracia ser um indica-
dor difundido para aferir a qualidade das previsdes, ela nao considera a variabilidade desses
valores. Nesse contexto, uma ferramenta que permite obter ndo apenas valores pontuais, mas
também intervalos de credibilidade, é a estatistica bayesiana. Em paralelo a isso, empresas
especializadas em servicos de Internet passaram a fornecer informacoes de trafego online em
tempo real com base no deslocamento de seus usuarios. Um desses servicos é a Google Dis-
tance Matrix APIL que fornece tempos de viagem em tempo real. Essas fontes de dados tém
o potencial de complementar as analises de trafego, principalmente quando os sistemas tra-
dicionais de coleta falham ou sdo inexistentes. Nesse sentido, o objetivo deste trabalho foi
propor um método de previsdo de fluxo de trafego que fornecesse distribui¢des de probabi-

lidade a partir de dados de velocidade obtidos de fontes online. Desse modo, o trabalho foi



dividido em duas etapas. Primeiramente, estruturou-se um método obtencdo de velocidades
no espaco a partir de tempos de viagem online. A etapa seguinte consistiu em utilizar essas
velocidades para condicionar a agregacao de fluxos veiculares historicos representativos das
condi¢des segundo as quais foram gerados. Esses subconjuntos de fluxos foram inseridos em
um modelo hierarquico bayesiano, a partir do qual foram geradas mais de 27000 previsdes de
fluxo veicular na forma de distribuicdes de probabilidade, considerando diferentes condigdes
de ocorréncia e horizontes de previsao para dez se¢des de rodovias. O modelo proposto se mos-
trou robusto o suficiente para gerar previsdes que incorporassem a variabilidade e incerteza
sem a necessidade de grandes quantidades de dados, e seu grande trunfo foi possibilitar, por
meio da incorporacao da informacao a priori do método bayesiano, que as previsdes pudessem
ser realizadas apesar da restri¢do da quantidade de informacoes disponiveis. Adicionalmente,
uma das consequéncias diretas desse trabalho foi a validacdo das fontes de dados online, que
podem ser utilizadas de forma complementar em casos de falhas nos sistemas tradicionais de
coletar, ou como fonte de dados principal em regides onde ndo ha infraestrutura de monito-
ramento disponivel. Por fim, o modelo pode ser adotado tanto individualmente quanto como
recurso adicional a outros métodos de previsdo, a fim de garantir que valores previstos por

outros métodos se encontrem num intervalo de valores provavel.

Palavras-chave: Previsdo de fluxo veicular. Inferéncia bayesiana. Fontes de dados online.



Abstract

Stefani, H.S. Urban roadway traffic flow prediction from crowdsourced speed data. 100 p. Mas-

ter Thesis — Sao Carlos School of Engineering, University of Sao Paulo, 2021.

Traffic flow prediction is a useful tool for assessing traffic conditions on a roadway and can
be used to promote greater efficiency in the planning of transportation systems. The continu-
ous generation of traffic data by traditional monitoring systems over long periods has resulted
in large volumes of historical data, which has fostered the development of traffic flow predic-
tion models. Currently, these models seek to achieve high levels of accuracy, and although
it is a widespread indicator to gauge the quality of forecasts, it does not consider the varia-
bility of these values. In this context, a tool that allows obtaining not only point predictions
but also credibility intervals is Bayesian statistics. In parallel to this, companies specialized in
Internet services started to provide real-time traffic information based on the displacement of
their users. One such service is the Google Distance Matrix API, which provides travel times
in real-time. These data sources have the potential to complement traffic analyses, especially
when traditional collection systems fail or are non-existent. In this sense, the goal of this work
was to propose a traffic flow prediction method that would provide probability distributions
from speed data obtained from online sources. Thus, the work was divided into two stages.
First, we structured a method to obtain space speeds from online travel times. The next step
consisted of using these speeds to condition the aggregation of historical vehicle flows repre-
sentative of the conditions under which they were generated. These subsets of flows were fed
into a hierarchical Bayesian model, from which more than 27000 vehicle flow predictions were

generated in the form of probability distributions, considering different occurrence conditions



and prediction horizons for ten highway sections. The proposed model proved to be robust
enough to generate forecasts that incorporated variability and uncertainty without the need
for large amounts of data, and its greatest asset was to enable, through the incorporation of
the priori information of the Bayesian method, that forecasts could be made despite the res-
tricted amount of information available. Additionally, one of the direct consequences of this
work was validation of the online data sources, which can be used in a complementary way in
cases of failures in traditional collecting systems, or as the main data source in regions where
no monitoring infrastructure is available. Finally, the model can be adopted both individually
and as an additional resource to other forecasting methods, to ensure that values predicted by

other methods are in a likely range of values.

Keywords: Traffic flow prediction. Bayesian Inference. Crowdsourced Data.
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Capitulo

Introducao

Fluxo de trafego veicular é um pardmetro tipicamente utilizado para avaliar as condi¢des e
a qualidade de trafego em um trecho viario. Analogamente, outras medidas, como velocida-
des e tempos de viagem, podem ser utilizados para detectar os estados de trafego em maiores
ou menores horizontes de tempo. O acesso a tais informacdes permite aos usuarios das vias
planejar melhores rotas e organizar suas atividades diarias e, de forma indireta, poupa o es-
tresse de lidar com congestionamentos, promove a economia de tempo e dinheiro e melhora
qualidade de vida (POLSON; SOKOLOV, 2017; ABDOLLAHI; KHALEGHI; YANG, 2020). Caso esses
parametros indiquem que uma determinada via ndo consegue atender as demandas de seus
usuarios, seja no curto, médio ou longo prazo, cabe aos profissionais da area de planejamento
de trafego utiliza-los para delinear solugdes estruturais ou operacionais a fim de sanar os pro-

blemas existentes.

Com o intuito de analisar as condigdes de trafego em tempo real, foram desenvolvidas, ao
longo das ultimas décadas, diversas abordagens para prever parametros de trafego. Esses mé-
todos dependem fortemente de dados historicos e em tempo real, coletados de diferentes fontes
de dados, tais como lacos indutivos, radares, monitoramento por cameras, sistemas de posi-
cionamento global (GPS), contribuicdo coletiva, midias sociais, dentre outros, que passaram a
ser aplicados a coleta de velocidades, fluxos e outras medidas de trafego. A geracdo de dados
por meio da infraestrutura desses sistemas de monitoramento no decorrer de longos periodos
resultou em grandes volumes de dados histéricos, o que deu origem ao Big Data aplicado a
transportes (LV et al., 2014). A combinacdo entre a disponibilidade de dados sem precedentes
e a capacidade de processamento rapido ocasionou o desenvolvimento e a aceitacio das tec-

nologias de Sistemas Inteligentes de Transportes (do inglés, Intelligent Transportation Systems,
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ou ITS) (VLAHOGIANNI; KARLAFTIS; GOLIAS, 2014).

Nesse contexto, a previsdo de trafego pode ser conduzida com base em modelos de trafego
ou por analise de dados historicos (SEO et al,, 2017). Modelos de trafego se baseiam na teoria de
fluxo de trafego para encontrar relagdes matematicas entre os principais parametros que des-
crevem a corrente veicular. Entretanto, esses modelos tém a desvantagem de que a condicao
de trafego que eles buscam reproduzir deve ser muito similar a situacao real para resultar em
previsdes precisas, ja que esses modelos propdem simplificacdes da vida real e sdo limitados
a um namero restrito de variaveis (MORI et al,, 2015). Ao mesmo tempo, métodos baseados em
analise de dados historicos vém crescendo sistematicamente, acompanhando a difusdo expres-
siva da inteligéncia artificial (VLAHOGIANNI; KARLAFTIS; GOLIAS, 2014). Esses métodos contam
com abordagens estatisticas que buscam extrair padrdes em séries temporais de dados, como
médias moveis auto regressivas e filtros de Kalman, e técnicas de aprendizado de maquina,

associadas essencialmente ao uso de redes neurais.

Apesar das diferencas existentes entre diferentes métodos de previsao de fluxo de trafego,
eles convergem em uma direcdo: para valida-los, na maioria das vezes sdo utilizadas medi-
das de acuracia, que consistem em avaliar em quanto um valor previsto e um valor observado
divergem entre si. Atualmente, os modelos competem entre si a fim de gerar previsdes que
sejam o mais precisas possiveis, e embora a acuracia seja um indicador difundido e parega
satisfatoria para aferir a eficacia de um modelo preditivo, ela por si s6 ndo é suficiente para
aferir sua qualidade (MORI et al., 2015). Uma das desvantagens de avaliar modelos apenas com
base na acuracia é que essa medida é baseada em estimativas pontuais, e ndo em intervalos de
valores. Em outras palavras, a incorporacdo dos intervalos de previsdes é frequentemente ne-
gligenciada, embora também deva ser incluida no processo de analise. Desse modo, é possivel
estender a analise e verificar se as estimativas pontuais se encontram dentro de intervalos de

probabilidade previstos, de modo a complementar a interpretacdo sobre os valores pontuais.

Outra desvantagem dos modelos de previsao existentes é que a sua natureza baseada em da-
dos costuma exigir grandes volumes de dados de entrada (MORI et al., 2015). Essas abordagens
tendem a funcionar bem para localidades em que tais informacdes estio amplamente dispo-
niveis. Em funcéo disso, esses modelos ndo funcionam bem se os dados sdo limitados. Nesse
sentido, torna-se relevante contar com modelos robustos o suficiente para lidar com a restri-
cdo de dados. Nesse contexto, uma ferramenta que permite obter intervalos de credibilidade
e lidar com pequenas quantidades de dados a0 mesmo tempo é a estatistica bayesiana. Sua
principal ideia consiste em incorporar conhecimento prévio aos dados na forma de distribui-
cOes de probabilidade. O resultado final se resume a uma distribuicao de probabilidade cujas
propriedades descrevam um ou mais parametros previstos. Em funcédo de sua versatilidade,
muitos profissionais e pesquisadores da area de transportes comecaram a utilizar métodos es-
tatisticos bayesianos nos ultimos anos (GHOSH; BASU; O'MAHONY, 2007; QUEEN; ALBERS, 2009;
GHOSH; BASU; O'MAHONY, 2010; WANG; DENG; GUO, 2014; KIDANDO et al., 2017; ZHU et al., 2019)
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em detrimento de métodos estatisticos frequentistas ou de aprendizado de maquina.

Paralelamente a isso, um dos adventos das tecnologias recentes é que os deslocamentos das
pessoas podem ser traduzidos em bits de informacéao, desde que se porte um smartphone que
as conecte a uma rede global. Nesse cenario, empresas especializadas em servicos de Internet,
como Google, HereMaps e TomTom, dentre outras, oferecem seus servigos em troca dos dados
de seus usuarios. Elas se encarregam de coletar, processar e retornar esses dados na forma
de novos servigos ou dados comercializaveis. Neste altimo caso, para tornar o processo mais
direto, essas companhias desenvolveram suas proprias Interfaces de Programacéo de Aplicati-
vos, ou API’s, que consistem em um conjunto de rotinas que possibilitam aos usuarios lancar

mao desses servigos ou dados compilados.

Um servico que segue essas diretrizes é a Google Distance Matrix APL fornecida pela Google.
Por meio dessa aplicacdo, seus usuarios podem solicitar o tempo de viagem em tempo real
entre duas localidades que possuem cobertura de servicos de Internet. Para isso, é necessario
que alguns usuarios da plataforma estejam naquela rota, ou pelo menos em parte dela, de
modo que a API calcula e retorna o tempo de viagem ao usuario solicitante. Caso nao existam
usuarios naquela rota naquele dado momento, a empresa utiliza sua base de dados histoérica
para fornecer esses valores. Esses servigos tornaram ubiquos dados como tempos de viagem, e
sua disponibilidade pode ser aproveitada para realizar analises de trafego e servir como fonte

alternativa de dados quando os métodos tradicionais de coleta falham.

Dado o cenario anterior, nota-se o potencial de utilizar tanto tempos de viagem obtidos
online quanto dados histéricos de sensores para realizar previsao de fluxo de trafego. Por um
lado, dispor de um método alternativo de previsdo, que considere tempos de viagem em curso
em uma dada secdo viaria onde sensores podem falhar é de interesse para profissionais da area
e autoridades competentes. Por outro lado, seria razoavel utilizar um modelo complementar a

outras abordagens de previsao de trafego que quantifique as incertezas na previsao.

Estes questionamentos levaram a proposta de um método que se utiliza de informacdes de
sensores de rodovias urbanas e de tempos de viagem fornecidos online e dados histéricos de
sensores para estimar fluxos de trafego. Tendo em mente a natureza estocastica dos estados
de trafego veicular e a necessidade de prover intervalos de credibilidade que incorporem tanto
a variabilidade quanto erros de medida, este trabalho propde uma abordagem probabilistica
para estimar fluxos de trafego. Para isso, sdo utilizadas ferramentas de inferéncia bayesiana
para estruturar um modelo que incorpore ao mesmo tempo dados observados e conhecimentos
prévios acerca desses parametros. Dessa forma, o método deste trabalho foi elaborado para

responder as seguintes perguntas de pesquisa:

1. Como dados de tempo de viagem online podem ser incorporados as analises de trafego

de modo complementar aos dados de sensores?

2. Como prever intervalos de credibilidade de fluxos de trafego a partir de dados de velo-
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cidade coletados online e dados historicos de sensores?

1.1 Objetivos

As questodes de pesquisa levaram ao objetivo geral deste trabalho, que consiste em propor um
método de previsao de fluxo de trafego que forneca intervalos de credibilidade as previsdes,
a partir de velocidades, obtidas indiretamente a partir de tempos de viagem de fontes online,

utilizadas como uma das entradas do modelo. Os objetivos especificos sdo:

1. Propor um método para validar a aderéncia entre dados de velocidades online e dados
de sensores, a fim de gerar compatibilidade entre ambas as fontes e facilitar a fusdo de
dados;

2. Propor método de agregacdo de dados historicos de sensores de fluxo e velocidade vei-
cular a partir de velocidades online para gerar distribuigdes de fluxo;

3. Verificar a aplicabilidade de inferéncia bayesiana a previsao de fluxos viarios, a fim de

obter intervalos de previsao, além de estimativas pontuais de fluxos.

1.2 Justificativa

Obter informacdes de trafego é uma necessidade inerente tanto ao usuario do sistema de trans-
portes para a definicdo de suas rotas quanto para autoridades responsaveis pela fiscalizacdo e
manutencédo do espaco viario, bem como para profissionais envolvidos com planejamento de
transportes. Usualmente, tais informacdes tém fornecimento restrito e estiao limitadas apenas
aos locais de coleta. Utilizar fontes de dados online é uma alternativa para descentralizar essa
informacgao que na maioria das vezes fica restrita as entidades que se apropriam desses dados
com exclusividade e dificilmente disponibilizam seu acesso, seja por meios comercializaveis

ou gratuitos.

Adicionalmente, dado o aumento da oferta de dados de trafego e com a expansdo da capa-
cidade computacional nos dltimos anos, torna-se relevante verificar a aplicabilidade de dados
de fontes online para a previsdo de fluxo de trafego. A analise de fluxos tende a ser mais abran-
gente do que a analise de velocidades, ja que, para uma mesma velocidade, existe uma gama
enorme de fluxos possiveis, e por este motivo, da-se preferéncia ao estudo de fluxos neste
trabalho.

Instrumentos de medicéo estao sujeitos a falhas, descalibragio e erros de medida, e por isso
podem muitas vezes nao representar com fidelidade o fendmeno ocorrido. Assim, um método
alternativo de previsao que utilize como variavel de entrada um dado coletado de fonte online,
aliado a dados historicos, pode ser de utilidade para tornar as previsdes independentes de um
sensor sujeito a mau funcionamento. Paralelamente, conferir intervalos de credibilidade, além
das medidas tradicionais de acuracia, agrega informacao as previsoes, de forma que se possa

medir a variabilidade sobre as expectativas dos valores previstos.
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Como contribui¢des, espera-se tornar o acesso a informacédo de trafego mais difundido e
promover uma analise alternativa do fenémeno de trafego, além de facilitar o planejamento
operacional e estratégico para profissionais da area de transportes, de forma a melhorar a
qualidade de vida dos usuarios das vias de transporte indiretamente. Futuramente, espera-se

criar alternativas confiaveis e menos custosas para planejamento de trafego.

1.3 Estrutura do trabalho

Este trabalho esta dividido em seis partes, cujo presente capitulo introduz a relevancia da es-
timacdo de parametros de trafego e apresenta suas pretensodes e objetivos, além de sinalizar
as ferramentas que serdo utilizadas. O Capitulo 2 trata da revisdo bibliografica, que aborda os
conceitos necessarios a compreensio do presente estudo, compreendendo parametros de tra-
fego, ferramentas de coleta, os métodos de estimacio de fluxo veicular e os principais conceitos
inferéncia bayesiana e suas aplicacoes. O Capitulo 3 trata da obtencéo e organizacdo do banco
de dados, além de apresentar uma abordagem para validacdo entre velocidades de sensores e
da API. O Capitulo 4 apresenta o método principal deste trabalho, que consiste na obtencao de
conjuntos de fluxo de trafego em funcao de velocidades coletadas pela API e outras variaveis
de entrada, a serem utilizados para previsdo. Em seguida, no Capitulo 5 sdo apresentados os
resultados principais e discussdes. Por fim, no Capitulo 6 sdo apresentadas as conclusdes e

sugestdes para trabalhos futuros.
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Capitulo

Revisao da literatura

Este capitulo esta divido em quatro partes. A primeira parte introduz os principais parametros
que descrevem a corrente de trafego e para quais niveis de analise sdo utilizados. Em seguida,
sdo exploradas as principais fontes de dados existentes para coleta de parametros de trafego.
Na terceira parte, foram relacionados os principais modelos de trafego ja desenvolvidos e abor-
dagens de previsdo de trafego recorrentes na literatura. Por fim, sdo apresentados os conceitos

e ferramentas aplicados em inferéncia bayesiana.

2.1 Parametros de trafego

Parametros de trafego sdo grandezas fisicas utilizadas para avaliar as condicdes de trafego em
uma secdo viaria em um dado intervalo de tempo. A corrente de trafego pode ser classificada
em fungio do controle operacional como interrompida ou nao interrompida. A corrente nio
interrompida ocorre quando se percorre o trajeto sem interrupg¢des geradas pela sinalizacéo,
existéncia de cruzamentos ou movimentos conflitantes, ou entao, quando a distancia entre in-
terrupgoes for superior a trés quilémetros (ROESS; PRASSAS; MCSHANE, 2010). No ambito deste
trabalho, sdo abordados fluxos néo interrompidos de trechos urbanos de rodovias. As defini-
coes dos parametros de trafego abordados em seguida estdo referenciadas em Roess, Prassas e
McShane (2010).

Os parametros de trafego podem ser utilizados para analise em nivel macroscopico, que con-
sidera a corrente veicular como um todo, ou em nivel microscépico, que leva em consideracio
as interacdes em nivel veicular. Fluxo, velocidade e densidade sdo os principais parametros
macroscopicos de trafego. O volume de trafego (Q) pode ser definido como o nimero de vei-

culos (n) que passam por uma determinada secéo, pista ou sentido de deslocamento, em um
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dado intervalo de tempo (At), e é medido em unidades veiculares, embora seja comumente
expresso em veiculos por hora. O fluxo (g), mostrado na Equacéo 2.1, esta relacionado ao vo-
lume e também é expresso em veiculos por hora, porém é observado em intervalos inferiores

a duracao de uma hora.
n

9= 7% (2.1)

A velocidade é definida como o deslocamento de um veiculo ou da corrente de trafego em
um dado intervalo de tempo e é expressa em unidades de espago pelo tempo. Pode ser medida
em relacdo ao tempo ou espaco. A velocidade média no tempo (u;) na Equagao 2.2 corresponde

a média aritmética das velocidades instantaneas dos veiculos passando por uma se¢do em um

1 n
= z U (2.2)
i

Ja a velocidade média no espago (ug) considera a velocidade de cada veiculo ao longo de um

dado instante.

trecho de via e consiste no somatorio de todos os espagos sobre todos os tempos de viagem.
De forma alternativa, pode ser calculada como a média harménica das velocidades de todos os
veiculos que transitaram pelo trecho considerado no respectivo intervalo de tempo. E a medida
de velocidade comumente usada no estudo dos fendomenos de trafego. A fim de considerar a
velocidade ao longo de uma secéo, a velocidade média no espaco deve ser utilizada (MORI et al.,
2015).

" = — 2.3)

S n
1
2

Por serem de naturezas distintas e uteis para diferentes tipos de analise, algumas relacoes

que podem explicar as as variag¢des entre as velocidades no tempo e no espago foram propos-
tas. O primeiro modelo desenvolvido para obter velocidades no tempo a partir de velocidades
no espaco foi proposto por Wardrop (1952). Esta relagdo é expressa pela Equacgao 2.4, que
acrescenta ao valor da velocidade média no espago o produto entre seu inverso e sua varian-
cia, de modo a obter a velocidade média no tempo, o que implica em velocidades no tempo

numericamente maiores do que suas velocidades equivalentes no espaco.

_ 0
Uy = U + — (2.4)

Essa relagdo, entretanto, apresenta limitacdes praticas, ja que grande parte dos métodos
tradicionais de coleta obtém velocidades no tempo, de modo que tanto velocidades no espaco
e suas variancias nao sao facilmente disponibilizadas. Com essa limitacdo em mente, Rakha e
Zhang (2005) provaram a relagdo complementar, conforme a Equacao 2.5, que utiliza apenas
velocidades no tempo e suas varidncias. Ainda assim, embora velocidades no tempo sejam
mais comuns, as variancias dessas velocidades raramente sdo registradas pelos sistemas de

coleta de dados, o que limita a aplicacdo dessa relacdo para analises de trafego.
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A fim de criar subsidios para utilizacdo da Equagdo 2.5, Soriguera e Robusté (2011) propu-
seram um método para extrair variancias diretamente dos intervalos de agregacao de dados
histéricos de velocidade no tempo. Sob a suposicdo de que os conjuntos de velocidades de
veiculos se comportam segundo uma distribuicdo normal, os autores consideraram apenas a
velocidade média no tempo e contagens de veiculos para diferentes limites de velocidades,
para estimar a variincia da velocidade sobre a média aritmética das velocidades individuais.
Uma abordagem semelhante foi proposta por Martinez-Diaz e Pérez (2015), que assumiram
uma distribuicio log-normal de velocidades veiculares. Ambos os procedimentos, entretanto,
baseiam-se na disponibilidade do nimero de veiculos que passa na secido de analise dentro
do periodo considerado, de modo que ambas as abordagens se tornam mais indicadas para
condigdes estacionarias de trafego e com maior disponibilidade de dados.

Us = Uy — G—tz (2.5)
Uy

O ultimo pardmetro macroscopico é a densidade (k), expressa pela Equagio 2.6 e definida
como o nimero de veiculos que ocupam um trecho de via (AL). E um dos mais importantes
parametros de trafego, pois reflete diretamente na qualidade do nivel de servigo ao indicar o
grau de proximidade entre veiculos, o que influencia na liberdade de manobras e também em
aspectos psicoldgicos inerentes a condugdo dos motoristas (ROESS; PRASSAS; MCSHANE, 2010).
Sua mensuracdo de forma direta é de dificil obtencéo, e por isso, busca-se obté-la a partir de

outros parametros de trafego.

k=-— (2.6)

2.2 Fontes de dados de trafego

Dados de trafego sdo o ponto de partida para o desenvolvimento de diversos modelos e te-
orias que permitem o estudo da dindmica veicular. Pesquisadores e profissionais da area de
transportes buscam obté-los de forma a garantir quantidade e qualidade de informacédo com
os menores custos possiveis. Para atender a demanda de melhorias nos sistemas de gerenci-
amento de trafego, os métodos de coleta de dados tém evoluido continuamente e o acesso a

informagdes de trafego em tempo real se tornou rotineiro (LEDUC, 2008).

A coleta tradicional de dados de trafego pode ter abordagens baseadas na via ou no veiculo
(MORGUL et al., 2014). Dispositivos de tecnologias baseadas nas vias sao mais utilizados e po-
dem estar embutidos na estrutura do pavimento, como lacos indutivos. Eles sdo instalados
em uma configuragido de bobina em espiral que gera um campo magnético quando um corpo
metalico se desloca sobre eles, de modo que a informacédo de passagem ¢é transmitida para um
dispositivo de contagem instalado ao lado da rodovia. Os lagos indutivos podem ser simples
ou duplos. No primeiro caso, os principais parametros coletados sdo o niimero de veiculos e

ocupancia, enquanto os ultimos registram também a velocidade instantdnea e, em alguns ca-
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so0s, a composicdo veicular da corrente de trafego. Essas medidas vém agregadas em intervalos
de tempo que podem variar de alguns segundos a varios minutos. Apos agregacao, as conta-
gens se convertem em fluxos veiculares e velocidades instantaneas em velocidades médias no

tempo, no caso dos lagos indutivos duplos.

A quantidade de dados gerados por esses sensores estacionarios nem sempre é suficiente
para o controle de trafego em fun¢io de seu emprego limitado a distancias que podem variar
de alguns metros a dezenas de quilometros. Além disso, muitas rodovias ndo contam com esse
tipo de infraestrutura, especialmente em trechos rurais e em paises em desenvolvimento (SEO
etal, 2017). Embora seja um método de coleta amplamente utilizado, ele tem altos custos de
instalacdo e de manutencdo. Além disso, a obtencdo de dados confiaveis desses sensores pode
ser um desafio, porque esses equipamentos podem sofrer danos pela passagem de veiculos
pesados e ficar sujeitos erros de funcionamento, o que pode comprometer as coletas ou resultar
em medidas de ma qualidade (MORI et al,, 2015).

Dos dispositivos baseados em veiculos, destaca-se o uso de veiculos de prova, utilizados
especificamente para a obtencdo de dados de trafego em tempo real. Sua operacdo tem como
principio coletar dados em tempo real por meio da localizacao do veiculo via telefone movel
ou aparelhos GPS ao longo da rede. As caracteristicas mais importantes dos veiculos de prova
sdo a taxa de penetracgio e a frequéncia de amostragem. A primeira descreve a proporgao de
veiculos de prova na corrente de trafego, enquanto a frequéncia de amostragem consiste no
intervalo de tempo entre o envio de informacdes dos sensores. Apesar de apresentar vantagens
como seu custo reduzido e ocorréncia ao longo de toda a rede viaria, como os dados moveis
obtidos por trajetérias de GPS contém apenas velocidades médias ou amostras de dados de
trajetorias, é preciso fazer suposigdes adicionais sobre os dados gerados por esse meio, ja que
nao é possivel extrapolar de forma direta outras variaveis de trafego, como fluxo e densidade
(SEO et al, 2017).

A popularizacdo dos métodos de coleta de informacdes de trafego promoveu o surgimento
de grandes volumes de dados disponibilizados em tempo real. Estes sustentam o desenvolvi-
mento dos Sistemas Inteligentes de Transportes, ou ITS, amplamente utilizados para controle
de trafego e sistemas de informagao ao usuario (MORGUL et al., 2014). Com altas taxas de atuali-
zacdo de informacdes, sistemas de processamento de dados tradicionais se tornam ineficientes
por nao comportar o crescimento da quantidade e complexidade desses dados. Nesse sentido,
analises em Big Data, termo usado para caracterizar o processamento e armazenamento de
grandes conjuntos de dados, fornecem as ferramentas ideais para aplicagdes em ITS (WU et al.,
2018).

Nesse cenario, as continuas geracdes de dados possibilitaram o desenvolvimento de tecno-
logias de mapeamento online que se tornaram populares a partir da implementacao das Inter-
faces de Programacao de Aplicativos ou API’s (do inglés Apllication Programming Interface).

Uma API permite que componentes de um software se comuniquem entre si a partir de um
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conjunto de rotinas para obter dados de determinado servico em diversos formatos disponi-
veis. Em razao de sua funcionalidade, os avangos em tecnologias de mapeamento resultaram
em novos nichos de mercado com a venda, compra e compartilhamento de dados geograficos.
Atualmente, diversas empresas como a Google, Here, TomTom e Bing, dentre outras, utilizam
suas API’s para disponibilizar servicos de mapeamento online e informacdes de trafego em

tempo real.

Desde 2005, a Google distribui dados de mapeamento online por meio de suas API's (WANG;
XU, 2011). A plataforma concentra atualmente dados oriundos da contribuicido de 1 bilhao
de usuarios ativos por més, que concordam em compartilhar seus dados de geolocalizacdo
em troca dos servicos da empresa, com 25 milhdes de atualizacdes diarias em tempo real e
cobertura de praticamente toda a superficie terrestre (GOOGLE, 2021a). Um de seus produtos
¢ a Distance Matrix API, que, dentre outras funcionalidades, fornece em tempo real os tempos

de viagem entre pares origem-destino, definidos por suas coordenadas geograficas.

Isso é possivel pois usuarios da versao gratuita da plataforma, o Google Maps, fornecem a
empresa as informacdes emitidas pelos aparelhos GPS embutidos em seus smartphones quando
em deslocamento. O usuario recebe entdo informacdes de sua localizacdo, e pode solicitar
outros servicos da plataforma, como o tempo de viagem entre sua origem e destino, obter o
nivel de carregamento das vias, caracterizado por uma escala de cores que varia em intensidade

e indica as faixas de velocidade em operacao, dentre outras funcionalidades.

Embora a Google ndo divulgue o método utilizado para prever tempos de viagem, os algo-
ritmos desenvolvidos pela empresa identificam os padrdes de deslocamentos dos usuarios da
plataforma ao longo das redes viarias e, a partir de dados historicos e em tempo real coletados
pela empresa (GOOGLE, 2021b), retornam as solicitacdes ao usuario pagante da Distance Matrix

API na forma de tempos de viagem.

O resultado dessa dinamica de coleta pode ser comparada ao de um veiculo de prova, que
instrumentado com um GPS, efetua a coleta de dados de localizacdo de forma passiva e, como
hoje em dia a maioria dos veiculos é equipada com um ou mais smartphones, sua utilizacdo
passa a servir como instrumento de coleta de informacdes sobre a corrente de trafego (LEDUC,
2008). Abdollahi, Khaleghi e Yang (2020) ressaltam que dados de GPS sdo mais indicados para
previsao do tempo de viagem por sua capacidade de armazenar informacdes uteis como co-
ordenadas geograficas, data e hora, velocidade e outros metadados. Assim, o processamento
realizado pela empresa caracteriza a utilizagdo de Big Data aplicado a ITS, cujos dados podem
ser utilizados por pesquisadores e profissionais da area de transportes para desenvolvimento

de seus projetos.

Para utilizar esse servigo, é necessario ter uma conta na plataforma do Google Cloud, onde
a Distance Matrix API e demais produtos da empresa sdo disponibilizados. Como forma de
promover a ambientacdo com a plataforma, o Google fornece, até a data de realizacdo desta

pesquisa, uma cota de 200 doélares americanos para teste de seus produtos, durante o periodo
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de um ano. O servigo é cobrado por requisicdo, ou seja, no caso da solicitacdo de tempo de
viagem em tempo real a Distance Matrix API, sao descontados 10 ddlares da conta do usuario
a cada 1000 pares origem-destino requisitados. Conforme destacado por Lana et al. (2018),
aqueles que, no futuro, possuirem e puderem analisar Big Data, possivelmente terdo vantagens

competitivas significativas.

Enquanto os sensores sdo limitados espacialmente e demandam altos custos de instalagéo e
manutencio, a coleta de dados de trafego por GPS de celulares é tecnicamente viavel e surge
como alternativa de custo reduzido, e apesar de suas vantagens claras, os dados de GPS nao
vao substituir os sensores fixos, mas sim funcionar como fonte de dados complementar (LEDUC,
2008). Um grande desafio, entretanto, consiste em compatibilizar as diferentes fontes de da-
dos e extrair informacdes de modo orientado as aplicacdes em ITS (VLAHOGIANNIL KARLAFTIS;
GOLIAS, 2014). Algumas abordagens propuseram a compatibilizacdo entre dados de sensores e
dados de veiculos de prova para utilizacdo em analises de trafego (CACERES et al., 2012; BACH-
MANN et al., 2013; Ll et al., 2013; HE et al., 2016). Sendo assim, as fontes de dados sdo um elemento
importante a se considerar no estudo de parametros de trafego, porque é necessario conside-
rar esses aspectos ao se comparar teorias fundamentadas a partir de tipos de dados distintos
(LANA et al,, 2018).

2.3 Previsao do fluxo de trafego

O desequilibrio entre oferta e demanda da infraestrutura viaria resulta frequentemente no
esgotamento de sua capacidade. Isso gera congestionamentos que implicam em perdas nos
ambitos social, econémico e ambiental e, em funcédo disso, organizacdes publicas e privadas
tém se dedicado nas ultimas décadas a compreenséao dos fendmenos de trafego a fim de propor
solugdes para esses problemas (LANA et al., 2018). As principais abordagens que podem ser
empregadas, isoladamente ou em conjunto, a fim de mitigar tais ocorréncias, sdo a expansao
da capacidade viaria, a implantacéo de politicas publicas de transporte, e o gerenciamento dos

fluxos de trafego (AREM et al.,, 1997).

Nesse ultimo caso, a previsdo de parametros de trafego é utilizada por autoridades e enge-
nheiros de trafego para promover o planejamento e uso eficiente e seguro de redes viarias e
também por usuarios do sistema de transportes que buscam informacdes sobre o estado de tra-
fego a fim de auxiliar no planejamento de seus deslocamentos. Nesse contexto, a previsdo de
fluxo de trafego tem o potencial de ajudar os usuarios da rede de transportes decidir melhores
rotas de viagem, aliviar congestionamentos e reduzir emissdes de carbono, além de contribuir

para melhorar a eficiéncia das operacdes de transito (LV et al., 2014).

As premissas para defini¢do dos modelos de previsdo de fluxo de trafego devem levar em
conta os horizontes de previsao, que podem ser de longo ou curto prazo. Horizontes de curto

prazo variam de poucos segundos a algumas horas no futuro com base em informacdes atuais
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e historicas (VLAHOGIANNL KARLAFTIS; GOLIAS, 2014). Além dos horizontes de previsao, devem
ser consideradas também a variedade e a qualidade de fontes de dados e sua area de abran-
géncia, que podem, neste ultimo caso, estar vinculadas a pontos ou segmentos rodoviarios,
ou a redes urbanas como um todo (MORI et al., 2015). A maior parte dos modelos de previ-
sdo de trafego veicular se aplica a dados de rodovias (VLAHOGIANNI; KARLAFTIS; GOLIAS, 2014),
considerando que o trafego urbano apresenta maior nivel de complexidade. Para contornar
essa dificuldade, observou-se nos ultimos anos o surgimento de métodos capazes de extrair as
dependéncias temporais e espaciais entre arestas da malha viaria para melhor compreender a
dinamica de trafego veicular em contexto urbano (ERMAGUN; LEVINSON, 2018; RYU et al., 2018).

Além da extensao espacial a qual se aplicam as previsoes, alguns autores levam em conside-
racdo a ocorréncia apenas de dias uteis (GUO et al., 2018; RYU et al., 2018) ou o conjunto de dados
sem feriados (DAl et al,, 2019; DO et al., 2019). Em uma analise sobre os padrdes de fluxo veicular
para um conjunto de sensores localizados no entorno da cidade de Sao Paulo, por exemplo,
Cunha (2007) e Ribeiro (2017) concluiram que dias de tergas-feiras, quartas-feiras e quintas-
feiras apresentaram perfis de volumes semelhantes e, por isso, sugeriram classifica-los como
dias tipicos e remover feriados do conjunto de dados. Tratamento analogo foi utilizado por
Li et al. (2020) para previsao de velocidades. Outros autores, por outro lado, incluem em suas
anélises finais de semana (WU et al., 2018; SEKULA et al., 2018) e feriados (SEKULA et al., 2018; LIN
etal, 2018).

Outros fatores que podem interferir na dindmica da corrente veicular e ser incorporados aos
modelos para refinar os resultados das previsdes sao a inclusdo de variaveis que considerem
as condi¢des climaticas (POLSON; SOKOLOV, 2017; SEKULA et al., 2018), a ocorréncia de eventos
atipicos (POLSON; SOKOLOV, 2017; LIN et al, 2018) ou de incidentes (GUO et al, 2018). Nesse
contexto, Lana et al. (2018) afirmam que os principais desafios levantados pelas revisoes da
literatura mais recentes sobre o tema devem incluir técnicas de gerenciamento da fusao de
diferentes fontes de dados de trafego, de modo a considerar seu bom nivel de agregacido e de
resolugdo. Adicionalmente, Mori et al. (2015) concluiram que é necessario considerar, para
o desenvolvimento de modelos de previsdo futuros, a fusdo de diferentes fontes de dados, a
inclusao de variaveis exdgenas como eventos climaticos, incidentes e congestionamentos e por

fim, a inclusdo de intervalos de confianca.

Outra grande dificuldade dos pesquisadores e estudiosos da area reside na complexidade
da comparacio entre diferentes abordagens de previsdao propostas ao longo das ultimas déca-
das. A maioria dos modelos utiliza medidas de acuracia para alegar a superioridade de seus
métodos. Entretanto, Vlahogianni, Karlaftis e Golias (2014) apontam que é importante con-
siderar, também, as caracteristicas nao lineares e ndo estacionarias dos modelos de previsdo
de curto prazo. Nessa mesma linha, os autores destacam que é possivel que um modelo de-
monstre bom ajuste aos dados sem que necessariamente apresente alta acuracia, e que por

outro lado, é comum a ocorréncia de modelos que tenham boa acuracia, mas falhem em um ou
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mais diagnosticos estatisticos de analise de erros, o que mostra que os erros produzidos nio
sdo aleatorios, mas apresentam um padréo recorrente nao captado pelos modelos, o que pode

tornar as previsdes ndo confiaveis.

De modo geral, a previsdo de parametros de trafego costuma ser conduzida com base ou no
desenvolvimento de modelos de trafego, ou por analise de dados histéricos (SEO et al.,, 2017).
Neste ultimo caso, os métodos propostos se dividem em duas frentes, sendo a primeira de-
las baseada em técnicas de inferéncia estatistica, e a segunda em técnicas de aprendizado de
maquina, com predominancia do uso de redes neurais. As subsecdes seguintes descrevem os

principais aspectos referentes a ambas as abordagens.

2.3.1 Modelos de trafego

Os primeiros esforcos empregados para explicar os fenémenos de trafego buscaram solucdes
analiticas com base em relagdes empiricas entre seus parametros. Os parametros macrosco-
picos de fluxo, velocidade e densidade podem ser medidos de forma independente uns dos
outros e se relacionam entre si, o que d4 origem aos modelos matematicos que sustentam as
teorias de fluxo de trafego (WOLSHON; PANDE et al,, 2016). A equacgdo geral que relaciona esses
parametros, conhecida como relacdo fundamental de trafego, é descrita pela Equacéo 2.7, em
que cada variavel depende de caracteristicas da rodovia, do veiculo, do motorista e de fatores

ambientais (GARBER; HOEL, 2008):

q=k-u (2.7)

A partir da relagdo fundamental podem ser derivadas relagdes entre outros parametros,
como densidade e fluxo. Observa-se que a Equacéo 2.7 permite obter a densidade veicular de
forma indireta, e pela maior facilidade de medir parametros de fluxo e velocidade, é utilizada
frequentemente para tal finalidade. A Figura 2.1 mostra configura¢des usuais das relacoes de

trafego em funcao desses diferentes parametros.
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Figura 2.1: Relacoes fundamentais para diferentes parametros. Adaptado de: Wageningen-
Kessels et al. (2015)

Assim, os modelos de fluxo de trafego se sustentam na suposi¢ido de que existem relacdes
entre a distancia entre os veiculos e sua velocidade. Além disso, as relacdes fundamentais

sdo essenciais para o desenvolvimento desses modelos, de modo que o trafego se encontre em
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algum estado da relagdo fundamental (WAGENINGEN-KESSELS et al., 2015). Revisdes detalhadas
sobre os modelos existentes podem ser encontradas em Carey e Bowers (2012), Wageningen-
Kessels et al. (2015) e Seo et al. (2017).

O diagrama fundamental pode ser descrito pela Figura 2.1a e é um dos principais elementos
da teoria de fluxo de trafego. Ele descreve a relagao entre a densidade e fluxo num determinado
intervalo de espaco e de tempo em uma rodovia. Modelos recentes voltados a previsao de
trafego com foco em diagramas fundamentais macroscopicos podem ser vistos em Ambiihl e
Menendez (2016), Qian et al. (2017), Gu et al. (2018) e Saffari, Yildirimoglu e Hickman (2020).

2.3.2 Modelos baseados em dados

Ao contrario dos conceitos apresentados na Secdo 2.3.1, métodos de previsdo baseados em
dados nao requerem modelos de trafego explicitos, de modo que néo é necessario ter conhe-
cimento prévio sobre a teoria de fluxo de trafego para propor modelos preditivos. Segundo
Lv et al. (2014), a previsao de trafego por analise de dados pode ser dividida entre técnicas
paramétricas, com modelos de séries temporais e filtros de Kalman, métodos ndo paramétri-
cos, como os métodos do vizinho mais proximo (k-NN, do inglés k-nearest neighbor) e redes

neurais artificiais (ANN, do inglés artificial neural network), e simulagoes.

Dentre as técnicas paramétricas, destacam-se os modelos auto-regressivos integrados de
médias moveis (ARIMA), aplicados pela primeira vez para previsao de trafego por Ahmed e
Cook (1979) a fim de capturar os padrdes em séries temporais. Desde entao, foram propostas
variantes com técnicas multivariadas (WILLIAMS, 2001; CHANDRA; AL-DEEK, 2009; GHOSH; BASU;
O’MAHONY, 2009), o modelo ARIMA sazonal (SARIMA) (WILLIAMS; DURVASULA; BROWN, 1998;
WILLIAMS; HOEL, 2003) e métodos de agregacdo de varios modelos ARIMA (SHAHRIARI et al.,
2020). A fim de considerar também a componente de variancia das séries temporais de fluxo
de trafego, foram desenvolvidas abordagens hibridas, consistindo de junc¢des entre os modelos
ARIMA e o método autorregressivo de heteroscedasticidade condicional (GARCH) (CHEN et al.,
2011; WANG; YE, 2016) e de programacido genética (XU; LI; WANG, 2016). Uma outra familia de
modelos paramétricos que se popularizou foram os filtros de Kalman, aplicados pela primeira
vez a previsdo do estado de trafego por Okutani e Stephanedes (1984) e utilizados em outras
abordagens por Wang e Papageorgiou (2005), Hinsbergen et al. (2011), Xu et al. (2017), Kumar
(2017) e Wang et al. (2018).

Ja as abordagens nao paramétricas se baseiam em ferramentas de aprendizagem de maquina,
com o predominio de redes neurais (VLAHOGIANNL KARLAFTIS; GOLIAS, 2014). Estes algoritmos
usam arquiteturas em uma ou mais camadas para extrair caracteristicas do mais baixo ao mais
alto nivel e descobrir estruturas escondidas no conjunto de dados (LV et al., 2014). Modelos apli-
cados a previsdo de trafego inicialmente apresentavam arquiteturas mais simples e tendiam
a ser estruturados em apenas uma camada (SMITH; DEMETSKY, 1994; LEDOUX, 1997). Posteri-

ormente, foram introduzidas técnicas mais complexas, como redes otimizadas em multiplas
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camadas (VLAHOGIANNL KARLAFTIS; GOLIAS, 2005) e um modelo neural fuzzy (YIN et al, 2002).
A fim de melhorar a qualidade das previsdes, foram propostos também modelos hibridos, que
incorporavam tanto técnicas estatisticas quanto de aprendizado de maquina (ZHENG; LEE; SHI,
2006; TAN et al., 2009; LIPPI; BERTINI; FRASCONI, 2013). Para descobrir estruturas existentes nos
dados do mais baixo ao mais alto nivel, alguns autores utilizaram arquiteturas de aprendiza-
gem profunda (deep learning) (POLSON; SOKOLOV, 2017; WU et al., 2018), autocodificadores va-
riacionais (variational autoencoder) (BOQUET et al., 2020) e autocodificadores profundos (deep
autoencoders) (LV et al, 2014). As abordagens mais recentes tém utilizado modelos espaco-
temporais, capazes de incorporar as previsdes informacdes sobre as caracteristicas espaciais
(DO et al., 2019) e espaco-temporais, cujo método mais recorrente é o dos k-vizinhos mais pro-

ximos (HABTEMICHAEL; CETIN, 2016; GUO et al., 2018; RYU et al., 2018).

De modo geral, modelos estatisticos tendem a superar os modelos de aprendizado de ma-
quina quando existem informacoes a piori que explicam as relacdes funcionais das variaveis do
problema e a interpretabilidade dos resultados e causalidades sdo importantes, além de possi-
bilitarem verificar as propriedades estatisticas do mecanismo que gerou o cenario de previsao
(KARLAFTIS; VLAHOGIANNI, 2011). Por outro lado, as redes neurais sdo mais uteis se a obtencao
de resultados precisos é relevante, sem que haja necessidade de conhecer o processo gerador
dos dados, ou quando essa atividade for de dificil identificacdo e as hipdteses de modelos es-
tatisticos ndo forem validas. Redes neurais tém a vantagem de ndo exigir dominio sobre as
teorias de fluxo de trafego e gerar bons resultados, porém ¢é necessario ter em maos dados de
qualidade e em grandes quantidades, além de seu processo de calibracdo e treinamento poder
ser custoso e os modelos serem de dificil interpretacdo (MORI et al,, 2015). Como é necessario
obter as condi¢des historicas e de trafego em tempo real, é necessario retreina-los periodica-
mente para incorporar as mudancas inerentes a dinamica de trafego ao longo do tempo. Em
resumo, enquanto os modelos estatisticos tém fundamentacdo matematica solida e conseguem
fornecer respostas sobre os mecanismos que originam os dados, modelos de aprendizado de

maquina falham em explicar os processos de transformacio dos dados.

Apesar das diferencas entre cada abordagem, ambas convergem quanto ao modo de analise
de suas previsdes. Para validar os resultados dos modelos, geralmente sdo empregadas medi-
das de erro. O erro absoluto médio percentual (MAPE, do inglés mean average percent error
e a raiz do erro quadratico médio (RMSE, do inglés root mean squared error sdo duas medi-
das amplamente utilizadas para avaliar a qualidade de previsdes e, por isso, sdo observadas
frequentemente na literatura sobre previsdo de parametros de trafego. A Tabela 2.1 mostra
as acuracias obtidas para o MAPE de alguns dos métodos de previsdao abordados. Ambas as
medidas sdo calculadas respectivamente pelas Equacdes 2.8 e 2.9 e relacionam os valores reais

(O) e valores previstos (P), em que n é o nimero de previsdes realizadas.

1 n
MAPE = Z

i

P (2.8)

P,-—Ol-‘
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Autor Abordagem Método MAPE (%)
Hinsbergen et al. (2011) St Kalman 12.8
Habtemichael e Cetin (2016) AM NN 5.3

Xu et al. (2017) St Kalman 13.18 a 19.85
Kumar (2017) St Kalman 10.0

Sekuta et al. (2018) AM NN 24.59

Guo et al. (20138) AM NN 6.28 e 36.10 (incidente)
Wu et al. (2018) AM NN 7.0 2 9.0
Ryu et al. (2018) AM NN 7.53

Do et al. (2019) AM NN 17.0

Boquet et al. (2020) AM NN <10.0
Shahriari et al. (2020) St ARIMA 10.5

Yao, Zhang e Zhang (2020) St ARIMA ~15.0

Tabela 2.1: Erros médios absolutos percentuais de métodos de previsdo de fluxo de trafego
encontrados na literatura. As abordagens se diferem entre estatistica (St) e de aprendizado de
maquina (AM), e os métodos aqui listados podem ser filtros de Kalman, redes neurais (NN) e
modelos ARIMA.

n

(P; - 0;)? (2.9)

1
RMSEz\‘ o

Embora a maioria dos estudos ainda validem seus modelos pela afericdo de erros médios
quadraticos e de erros médios absolutos percentuais, Mori et al. (2015) refor¢aram a neces-
sidade de quantificar a incerteza, ja que poucos estudos até agora fornecem os intervalos de
credibilidade de suas previsdes. Com isso em vista, Guo, Huang e Williams (2014) propuseram
um filtro de Kalman adaptado capaz de atualizar as varidncias no processo para uma estrutura
SARIMA-GARCH (do inglés seasonal autoregressive integrated moving average plus generalized
autoregressive conditional heteroscedasticity). Para avaliar os intervalos, foram utilizadas a por-
centagem de kickoff, indicador que mede a relacdo entre o nimero de observacdes ocorridas
fora do intervalo de previsdo determinado e o nimero total de previsoes, e a amplitude sobre
a taxa de fluxo média, que mede a razdo entre o tamanho do intervalo de previsao e o fluxo
observado. Nessa mesma linha, Zhang, Zhang e Haghani (2014) utilizaram um modelo hibrido
formado por trés componentes, sendo elas a tendéncia diaria obtida por analise espectral, a
componente deterministica capturada por um modelo ARIMA, e a componente de volatili-
dade, obtida pelo modelo GARCH. Para analise dos intervalos de credibilidade, ao contrario
da porcentagem de kickoff, os autores utilizaram a probabilidade de cobertura do intervalo de
previsao (PCIP), descrita pela Equagdo 2.10, em que c; é considerado no somatoério apenas se
o fluxo observado pertence ao intervalo previsto, e a amplitude média do intervalo de previ-

sdo (AMIP), representada pela Equacéo 2.11, que considera a média das n diferencas entre os
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valores superior (S(x;)) e inferior (I(x;)) do dado intervalo de credibilidade.

l n
PCIP = =) ¢ (2.10)

i

AMIP = 3 i(S(xi) ~ I(x)) (2.11)

Ao contrario dessas abordagens probabilisticas, Lin et al. (2018) buscaram prever interva-
los de volumes horarios de curto prazo a partir de um modelo hibrido, estruturado por uma
rede neural de inica camada escondida, com otimizacdo de pesos sinapticos pelo método de
enxame de particulas (Particle Swarm Optimization ou PSO), para apoiar o processo de esca-
lacdo de funcionarios na alfandega entre Canada e Estados Unidos. Este modelo néo forneceu
previsdes pontuais, apenas intervalos de credibilidade. Seus intervalos foram comparados com
outros modelos estatisticos (ARMA, um modelo hibrido de analise espectral e filtros de Kalman
tradicional e adaptado) supondo normalidade dos parametros previstos e utilizando a variancia
gerada por esses modelos para definir os intervalos de credibilidade a 90%, 95% e 99%, sendo
esta a primeira aplicacdo de um modelo de aprendizagem de maquina a fornecer intervalos de

previsdo para volume de trafego.

Uma forma direta de fornecer intervalos de credibilidade e, portanto, a incerteza de pre-
visdes, é por meio de distribuicdes de probabilidade. Entretanto, distribuicoes de fluxos de
trafego sdo pouco comuns na literatura, sendo mais frequentes a utilizacdo de distribuicdes de
headways (LI, CHEN, 2017) e tempos de viagem (GUESSOUS et al., 2014; DUAN et al., 2019; GHADER,;
DARZI; ZHANG, 2019). A primeira, e até entdo Unica aplicacdo de distribui¢des de fluxos de tra-
fego na pesquisa em transportes foi proposta por Djenouri, Zimek e Chiarandini (2018) para
deteccdo de outliers em séries temporais. Essas distribui¢oes foram geradas considerando a
sequéncia de fluxos de trafego observados durante um intervalo de tempo, como por exemplo,

horas de pico as segundas-feiras.

Uma ferramenta que lida diretamente com distribuicdes de probabilidade é a estatistica baye-
siana. Sua aplicacdo a previsao de parametros de trafego pode ser vista em Kidando et al. (2017)
para previsdo de tempos de viagem por meio de modelos hierarquicos bayesianos e em Fei, Lu
e Liu (2011) por meio de um modelo linear dindmico bayesiano. Sua utilizacdo ja é bastante
difundida em transportes, cobrindo outras subareas de pesquisa, como alocacao de trafego
(ZHU et al,, 2019), calibragdo dos parametros da curva fluxo-velocidade (OLIVEIRA; CUNHA, 2019)
comprimentos de filas em intersecdes (MEI et al,, 2019) e analise de padrdes de deslocamento

por caronas (ZHU et al., 2021).

Abordagens hibridas com uso desta ferramenta aplicadas a previsdo de fluxo de trafego
também sdo recorrentes, com exemplo de estimacdo de parametros de um modelo SARIMA

(GHOSH; BASU; O'MAHONY, 2007) e otimiza¢do de pesos para combinagao entre modelos distin-
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tos de previsdo (WANG; DENG; GUO, 2014). Ghosh, Basu e O’Mahony (2010) combinaram o uso
de wavelets com método de Bayes hierarquico, que considera que a variancia das observacoes
de fluxo variam conforme o periodo do dia. Ja Queen e Albers (2009) propuseram um modelo
dinadmico Bayesiano multivariado para prever fluxo de trafego mesmo em casos de atividades
atipicas na rodovia, como incidentes de trafego. Por fim, Tebaldi, West e Karr (2002) propu-
seram um modelo hierarquico de regressao linear bayesiana considerando a interdependéncia

temporal e espacial entre seis sensores consecutivos em um segmento de rodovia.

2.4 Inferéncia bayesiana

A inferéncia estatistica busca informacoes sobre quantidades nao observadas a partir de da-
dos numéricos observados, e ela pode ser tratada tanto pela inferéncia classica quanto pela
inferéncia bayesiana. A inferéncia classica consiste em considerar a variabilidade que seria
observada caso um experimento fosse realizado sob as mesmas condi¢des um grande nimero
de vezes. Assim, as conclusdes acerca do parametro de interesse sdo feitas com base na amostra
observada. A inferéncia bayesiana, por outro lado, utiliza as probabilidades para quantificar a

incerteza sobre eventos que ainda nao ocorreram.

Os trés objetivos principais da inferéncia bayesiana consistem em estimar valores de para-
metros, prever valores ou comparar modelos (KRUSCHKE, 2014). Uma de suas caracteristicas é
que, uma vez obtida a distribuicdo a posteriori de um conjunto de dados, é possivel utiliza-la
para gerar dados, ou seja, fazer previsdes (MARTIN, 2016). Como a anéalise bayesiana nio re-
quer amostras grandes, ao contrario dos modelos de aprendizado de maquina, conjuntos de
dados menores podem ser analisados sem perder o poder explicativo enquanto mantém pre-
cisdo (SCHOOT et al,, 2015). A utilizacdo de inferéncia bayesiana para aplicagdo em analises
complexas de dados s6 se tornou possivel devido a produgdo de computadores rapidos e bara-
tos acessiveis a um publico amplo (KRUSCHKE, 2014; MARTIN, 2016). Dessa forma, seu objetivo

€ combinar os eventos futuros com os dados observados, a partir do Teorema de Bayes.

O Teorema de Bayes enuncia que a probabilidade de um evento esta condicionada ao co-

nhecimento que se tem a priori sobre ele e pode ser expresso pela Equagao 2.12:

p(A)p(B|A)

p(A|B) = 2(B)

(2.12)
Em que:

e p(B|A): é a probabilidade de ocorréncia do evento B, dado que o evento A é verdadeiro,

chamada de verossimilhanca dos dados observados;

e p(A): éaprobabilidade a priori, ou seja, a probabilidade de ocorréncia do evento A antes

de se saber sobre a ocorréncia do evento B;
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e p(A|B): é a distribui¢io de probabilidade a posteriori, ou seja, a probabilidade posterior

de ocorréncia do evento A, dado que o evento B ocorreu;

e p(B): é a probabilidade de ocorréncia do evento B.

Assume-se que o processo de geracdo dos dados seja representado por uma distribuicédo de
probabilidades, a qual pode ser descrita por uma funcao, a verossimilhanca, que represente a
variabilidade da observacdo. Essa fun¢ido implica na escolha de um modelo estatistico ao qual
esteja associada uma familia de distribuicdes, por meio do qual sejam efetuadas as hipoteses
e obtidos os parametros sobre os dados ja conhecidos. A informacéo da distribuicio a priori
é atualizada pela fun¢io de verossimilhancga e leva a distribuigao a posteriori via Teorema de
Bayes. Assim, a obtencdo da distribuicio p(A|B) possibilita realizar as inferéncias sobre a
variavel desejada e descrever seu comportamento. Por se tratar de uma distribuico, costuma
ser representada pela média, mediana ou moda, podendo também ser descrita pelas variancias

ou quantis, que quantificam a incerteza (BETANCOURT, 2017).

Muitas vezes, a distribuicdo a posteriori ndo possui solugio analitica e, nesses casos, pode
ser obtida por métodos numéricos computacionais. Estes podem ser markovianos ou nao-
markovianos. Dos métodos ndo-markovianos, destacam-se a computacido em grelha, apro-
ximacdo quadratica e os métodos variacionais. Do outro grupo, destacam-se o método de
Metropolis-Hastings e o método de Monte Carlo via cadeias de Markov (MCMC). O método
atualmente mais utilizado, o No U-Turn Sampler (NUTS), é uma variacdo de MCMC, utilizando
como base a fisica hamiltoniana, que consiste na manutencao da energia total de um sistema
quando ocorre variagdo entre estados, sendo fortemente recomendado por Salvatier, Wiecki e

Fonnesbeck (2016) para modelos de variaveis continuas.

Uma cadeia de Markov implica na transi¢ao entre estados, ou seja, a mudanga para um novo
estado depende do estado atual. Sua utilizacdo consiste na ideia de que, havendo uma distribui-
¢do com transi¢des proporcionais a distribuicdo alvo, basta retirar amostras dessa distribuigao.
No método NUTS, essa transi¢ao deve respeitar a uma taxa de aceitacio definida pelo analista,
que deve ser comparada com a razdo entre a probabilidade dos estados anterior e sucessor.
Uma taxa de aceitacao de 0%, por exemplo, significa aceitar todos os pontos propostos, o que
resultaria em amostras nio representativas da distribuicdo posterior, enquanto uma taxa de

100% restringiria a amostragem apenas a distribuicéo real geradora dos dados.

A implementacao dessas técnicas ¢é facilitada pela existéncia de pacotes de programacio
probabilistica que possuem algoritmos nativos especificos para inferéncia bayesiana. Um des-
ses pacotes é o PyMC3 (SALVATIER; WIECKI; FONNESBECK, 2016), voltado para programacédo em
linguagem Python, que permite aos seus usuarios focar no seu problema cientifico em vez de
destinar seu tempo ao estudo e implementacdo de métodos computacionais para resolvé-lo,

além de incluir funcionalidades como o diagnostico dos modelos e resumo dos resultados.
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2.4.1 Estruturacio de modelos bayesianos

Modelos buscam descrever sistemas ou processos e, para construi-los, sdo necessarios dados
e hipoteses sobre os dados que os descrevem (MARTIN, 2016). A analise visual ou revisdo sis-
tematica sobre esses dados permite criar suposi¢des sobre sua configuracio e propor funcdes
que o descrevam, o que implica na defini¢do da funcdo de verossimilhanca dos dados. Para
fins de ilustracdo, na Figura 2.2a é mostrada uma distribuicao de frequéncias hipotética de um
conjunto de dados, cujo processo gerador se aproxima de uma distribuicdo normal. Essa é
a verossimilhanca, que apos escolhida, pode ser definida em funcdo de seus pardmetros. Es-
ses parametros, por sua vez, podem ser descritos por outras distribui¢cdes de probabilidade, as

distribuicdes a priori, que servem para incorporar informacdes sobre o problema em analise.

Esse tipo de estrutura é conhecido como modelo hierarquico, por conter parametros que
dependem de parametros vindos de outras distribuicdes. A Figura 2.2b mostra um esquema
da estrutura de um modelo de uma camada, em que os parametros da verossimilhanca foram
definidos por outras distribuicdes de probabilidade. Estes valores devem concentrar o maximo
de informagao possivel que se detém sobre aquele parametro, sobre o qual ha um grau maior
ou menor de certeza. Neste caso, seria possivel atribuir tantos niveis hierarquicos quanto

desejado, de forma que os parametros das prioris também tenham suas proprias prioris, e assim

por diante (MARTIN, 2016).

X

/

N (u, o)

n

(a) Distribui¢io de frequéncias hipotética (b) Estrutura do modelo

Figura 2.2: Composicdo de um modelo hierarquico bayesiano: os dados no histograma for-
necem indicios acerca da verossimilhanca, cujos parametros deverao ser representados por
outras distribuicdes de probabilidade

A inferéncia bayesiana também pode ser utilizada para regressoes lineares, conforme es-
quema mostrado na Figura 2.3a. Uma regressao linear bayesiana é conduzida de modo que a
variavel prevista y seja descrita em relacao ao preditor x segundo uma distribuicio de proba-
bilidade que contenha variabilidade residual em y. O modelo linear generalizado é descrito
na Figura 2.3 de forma que y assuma uma distribui¢do normal com média y e desvio €, com
seguindo uma relagao linear de modo que p = o + fx. Essa configuragao implica que os dados

estejam normalmente distribuidos ao redor da média (KRUSCHKE, 2014).
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X Yy ~N (p': E)
(a) (b)

Figura 2.3: Esquema de implementacido de uma regressao linear bayesiana

Algumas das distribui¢des de probabilidade mais usuais sdo mostradas na Figura 2.4. Na
Figura 2.4a foram tracadas trés distribui¢cdes normais, centralizadas em um valor comum p e
com desvios-padrio variaveis 0. De forma anéloga, esses parametros também descrevem a
distribuicdo de Student na Figura 2.4d, que conta também com o pardmetro v de normalidade.
Quanto menor o valor desse parametro, mais distantes se tornam as caudas da distribui¢do em

relacdo a abscissa.

A distribui¢do gama apresentada na Figura 2.4b pode ser representada pelos parametros de
forma k e de escala §. Também é comum que esses parametros sejam chamados de « e f3, em
que =1/ 6. E geralmente utilizada em modelagem bayesiana para descrever variancias. Seu
inverso resulta na distribuicdo gama inversa, conforme Figura 2.4e. A distribuicdo gama é de
extrema relevancia pois dela derivam outras distribuicdes, como a de Erlang, qui-quadrado
e exponencial. Esta ultima, cuja forma esta representada na Figura 2.4c, depende apenas do
parametro v. A distribuicdo normal exponencialmente modificada, na Figura 2.4f, apresenta
a cauda mais longa para direita e é um convolu¢io das distribui¢des normal e exponencial,
dependendo dos parametros y, o e A. A distribuicdo beta dependente dos parametros @ e f3, e
é limitada ao intervalo [0,1], podendo assumir diversas configuragdes possiveis, como se pode
observar na Figura 2.4g. Por fim, a distribui¢do de semi-Cauchy, dependente do pardmetro de

escala o, é usualmente utilizada para representar variancias e consta na Figura 2.4h.

2.4.2 Diretrizes para definiciao das prioris e verossimilhanca

O conhecimento para definir as distribuicdes a priori geralmente vem de revisdes sistematicas
da literatura, da meta-analise dos dados ou de estudos sobre dados similares (O'HAGAN et al.,
2006). Conforme destacado por Schoot e Depaoli (2014), o conhecimento de referéncia para
as prioris pode ser incorporado na analise de forma que o método ndo dependa de grandes
conjuntos de dados. Por este motivo, a inferéncia bayesiana pode lidar com situagdes em que
apenas pequenas amostras estejam disponiveis. Outra funcionalidade das distribui¢des a priori
se resume a estabilizar as inferéncias em espacos paramétricos complexos ou ou a acrescentar

ruido ao modelo para agregar incerteza por meio do Teorema de Bayes (GELMAN; SIMPSON;
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Figura 2.4: Distribui¢des de probabilidade comumente utilizadas em modelos hierarquicos
bayesianos
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BETANCOURT, 2017).

Quando o intervalo de variacdo dos parameros descritos pelas distribuigdes a priori é ilimi-
tado, estas sdo chamadas de distribuicdes improprias. Muitas vezes, prefere-se utilizar distri-
buicdes proprias por facilitar o uso de ferramentas inerentes a analise bayesiana, como o fator
de Bayes (GELMAN et al,, 2006), que consiste na razao entre duas distribuicdes posteriores. Os
mesmos autores destacam que a distribuicao a priori é considerada fracamente informativa se
ela for configurada de forma que néo acrescente qualquer informacao prévia que se conhega

para ser incorporada ao modelo.

Existem algumas diretrizes e recomendagdes para escolha das distribuicdes em modelos
bayesianos. A distribuicdo de Student é util como func¢ao de verossimilhanga para a modelagem
de outliers nos dados observados, sendo util também em niveis hierarquicos mais altos de um
modelo como distribuicdo a priori (KRUSCHKE, 2014). Ja para a estimagdo de parametros de
variancia, é comum considerar distribui¢des improprias, como a uniforme restrita a todos os
valores positivos, e a gama-inversa com parametros alfa e beta tendendo a zero (GELMAN et al.,
2006). Para evitar seu uso, Gelman et al. (2006) recomendam limitar a distribuicdo uniforme ao
intervalo [0, 100], ou utilizar a distribui¢do normal-dobrada centrada em zero com o = 1002
Caso seja possivel propor uma distribuicdo a priori ndo informativa para a variancia, Gelman
et al. (2006) sugerem utilizar uma distribui¢do uniforme para conjuntos com mais do que 5
observacdes. Se o modelo contiver muitos parametros, é possivel utilizar uma distribuicao
de Cauchy dobrada (também chamada de semi-Cauchy) com hiperparametros estimados do

banco de dados.

E importante lembrar que duas distribuicdes a priori diferentes sempre convergirio para
a mesma distribuicdo a posteriori, quanto maior for a quantidade de dados (MARTIN, 2016).
Por fim, o analista deve usar a priori que melhor se ajuste ao seu caso, se ele obtiver prioris
de referéncia (SIMPSON et al., 2017). Se a distribuigdo a posteriori ndo aparentar coeréncia ou
aderéncia aos dados, supde-se que haja conhecimentos prévios que ndo foram incluidos no

modelo (GELMAN et al.,, 2006), de modo que seja necessario aprofunda-lo ou altera-lo.

2.4.3 Avaliacao dos resultados da distribuicdo posterior

Um modelo é considerado adequado se os dados recaem majoritariamente dentro da zona pre-
vista e estdo distribuidos aproximadamente da forma como o modelo prevé, e as discrepancias
observadas nas previsoes sao aleatorias e nao sistematicas. Se o conjunto de dados for muito
grande e dominar a priori, ou se a priori for muito fraca ou informada de resultados anteriores
e, por isso, for consistente com os dados recentes, entdo o ponto maximo da verossimilhanga

sera proximo ao pico da distribui¢do posterior (KRUSCHKE, 2014).

Para verificar a qualidade dos modelos, Gabry et al. (2019) defendem que as ferramentas de
visualizacdo devem ser utilizadas em varias etapas da analise. Isso pode ser feito, por exemplo,

por meio de analise exploratdria dos dados para auxiliar na estruturagdo do modelo inicial,
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ou por meio de verificacdes preditivas posteriores para observar a aderéncia do modelo aos
dados. Além disso, é importante avaliar a qualidade das cadeias de Markov geradas. Para isso,
em vez de simular apenas uma cadeia de previsdo, sdo geradas multiplas cadeias, inicializadas
em diferentes pontos do espaco paramétrico, a partir das quais é calculada a estatistica R, que
quantifica a variancia entre elas. Segundo Vehtari et al. (2020), é recomendado utilizar pelo

menos quatro cadeias e R nio deve ultrapassar 1.01.

Outra estatistica de referéncia é tamanho efetivo da amostra. Como o processo de Monte
Carlo fornece elementos correlacionados, o tamanho efetivo da amostra fornece indicios acerca
do grau de correlacio entre as amostras. Esse valor é sempre menor do que o nimero absoluto
amostrado e, por essa razdo, é utilizado também para avaliar a convergéncia do modelo. Se o
tamanho efetivo da amostra for muito pequeno, as expectativas calculadas provavelmente nao
sdo boas aproximacdes da distribui¢do posterior (VEHTARI et al., 2020). Os autores recomendam
que o tamanho efetivo da amostra seja superior a 400. Tanto o R quanto o tamanho efetivo da
amostra, bem como outros diagnoésticos sobre os modelos, podem ser calculados em Python
pela biblioteca ArviZ (KUMAR et al,, 2019), desenvolvida especificamente para analisar modelos

bayesianos estruturados com o PyMC3.

Caso ndo atendam aos limites especificados, essas estatisticas podem indicar problemas de
amostragem nas cadeias, em que o algoritmo encontra dificuldades de se adaptar a regides
muito pequenas de alta densidade e baixo volume, ou a regides muito amplas de grande volume
e baixa densidade. Um outro problema comum em alguns modelos é a ocorréncia de regides
achatadas da densidade posterior. Isso ocorre devido ao uso de distribuicdes a priorifracamente
informativas, o que pode gerar uma cadeia de Markov que oscile muito entre valores extremos
(MCELREATH, 2020). Isso é passivel de ocorrer quando ha uma pequena quantidade de dados.
Nesses casos, uma alternativa para lidar com a autocorrelacio consiste em aumentar a taxa de

aceitagdo para possibilitar melhor exploracdo do espaco paramétrico.

Por fim, a analise bayesiana se resume aos processos de escolha de um modelo probabilistico,
chamado de verossimilhanga, com defini¢des de distribuicdes para as quantidades observadas,
os dados, e ndo observadas, as prioris, a obtencao da distribuicdo a posteriori dos valores ndo
observados e a verificacdo do ajuste do modelo aos dados. Realizadas as etapas anteriores, a
distribuicdo preditiva a posteriori permite realizar inferéncias sobre os valores nao observados e

hipéteses elaboradas, bem como estimativas e previsdes sobre seus intervalos de credibilidade.

2.5 Consideracgoes finais

Este Capitulo abordou os principais conceitos necessarios a compreensao deste trabalho. Para
tanto, foram abordados os principais parametros que descrevem a corrente de trafego e para
quais niveis de analise sdo utilizados. Em seguida, foi feita uma analise sobre as principais

fontes de dados existentes para coleta de parametros de trafego. A terceira parte tratou dos
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modelos de trafego ja desenvolvidos e abordagens de previsdo recorrentes na literatura e, por

fim, foram apresentados os conceitos e ferramentas aplicados em inferéncia bayesiana.
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Capitulo

Banco de dados

Este capitulo descreve o processo de coleta e organizacido dos dados e propde uma forma de
compatibilizar velocidades de sensores e da API, que possuem naturezas distintas, integradas
num banco de dados a partir da hora e data de coleta comuns. A primeira etapa consistiu na
selecdo das se¢des de rodovias, de forma a garantir dados em quantidade suficiente para previ-
sdo e que contemplassem diferentes regimes de trafego. Em seguida, foram tratados os dados
historicos referentes aos sensores escolhidos. Posteriormente, foram estabelecidos critérios
para a coleta de dados de tempo de viagem pela API, a fim de calcular a velocidade de forma
indireta. Por fim, propds-se um método de compatibilizacdo entre as velocidades coletadas

pela API e por sensores, a partir de uma regressao linear bayesiana.

3.1 Selecao de locais para coleta de dados de trafego

A composicdo do banco de dados foi pensada de forma a possibilitar a integracdo entre dados
historicos e dados online. Sendo assim, a escolha dos locais para coleta de dados de trafego se
limitou a trechos de rodovias com existéncia de infraestrutura de coleta por sensores, a fim de
garantir a obtencdo de dados historicos. Além disso, foi necessario garantir que os sensores es-
tivessem em operagdo no momento das coletas em tempo real, a fim de possibilitar a posterior
validacdo entre velocidades de sensores e velocidades obtidas indiretamente de fontes online.
Em funcédo da disponibilizacdo dessas informacdes pela Agéncia de Transporte do Estado de
Sao Paulo (ARTESP), a selecdo dos locais de coleta se restringiu a rodovias compreendidas

nesta regiao.

Optou-se por utilizar a Distance Matrix API do Google para coleta de dados de tempo de

viagem online, pelo fato de ser uma plataforma mais difundida e, consequentemente, alcan-
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car grande nimero de usuarios. Para escolha dos pontos de coleta, verificou-se, inicialmente,
a existéncia de mais de 300 sensores alocados ao longo de toda malha rodoviaria do estado
de Sao Paulo. Entretanto, coletas de dados pela API tém custo por elemento requisitado e,
embora a licenca fornecida pela plataforma permitisse um nimero limitado de requisicdes
gratuitas, seria inviavel coletar dados referentes a todos os sensores disponiveis. Além disso,
para contemplar o objetivo deste trabalho, seria interessante utilizar trechos que compreendes-
sem diferentes regimes de trafego, em que se observassem sobretudo a ocorréncia de periodos

congestionados, com o intuito de desempenhar analises mais abrangentes.

A fim de atender as restri¢oes da cota gratuita fornecida pela API para criacdo do banco de
dados, foi necessario realizar uma analise exploratoria inicial do comportamento do trafego na
regido de abrangéncia de alguns sensores. Dos mais de 300 pontos existentes, foram obtidos
os dados de fluxo e velocidade de 74 sensores de rodovias paulistas em 133 sentidos de trafego,
cuja regido de ocorréncia estia apontada na Figura 3.1, agregados em intervalos de 15 minutos,
no més de marco de 2019. A fim de acrescentar ao processo de sele¢do dos locais de coleta um
recurso para melhor visualizacdo dos dados fornecidos pela fonte de informacao escolhida, foi
criada em linguagem Python uma rotina de coleta de imagens da aplicacdo do Google Maps,
centralizadas na coordenada geografica desses sensores, também a cada 15 minutos, que re-
gistra a cor do pixel mais proximo ao sensor. Assim, foi atribuida ao par fluxo-velocidade do

sensor a cor da camada de trafego disponibilizada pela aplicagdo Google Maps.
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Figura 3.1: Localizagdo dos sensores pré-selecionados no Estado de Sao Paulo. Adaptado de:
Google Maps

As Figuras 3.2 e 3.3 mostram quatro diagramas obtidos para o banco de dados de margo de
2019, em que as cores dos pares fluxo-velocidade descrevem o estado do trafego mostrado pela

aplicacdo do Google Maps no mesmo instante de registro da coleta pelo sensor. Observa-se



3.1. Selecdo de locais para coleta de dados de trafego 43

que das quatro cores fornecidas pela aplicacdo do Google, 0 marrom e o vermelho tendem a

se concentrar em regides de fluxo congestionado, o verde em regides de fluxo livre e o laranja

em fluxos de transicdo, geralmente atingindo valores que se aproximam da capacidade.
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Figura 3.3: Diagramas fluxo-velocidade de sensores ndo escolhidos para coleta pela APL

A Figura 3.2 contém diagramas fluxo-velocidade para sensores selecionados para coleta pela
API, onde se observou a ocorréncia de fluxos congestionados, o que ndo ocorreu em grandes
volumes de observacdes dos sensores da Figura 3.3. Nota-se também que as Figuras 3.2b e 3.3b
se referem a sentidos opostos do mesmo sensor. Entretanto, o sentido leste apresentou fluxo
direcional mais intenso no periodo avaliado e, por este motivo, foi selecionado para coleta pela

API, enquanto o sentido oeste nao foi contemplado.

Apbs a analise visual das curvas fluxo-velocidade, foram selecionados 10 trechos de trafego
referentes a 6 sensores, cujas localizagdes em rede estdo indicadas na Figura 3.4. Todos os
sensores se concentraram na regiao metropolitana da cidade de Sao Paulo. A fim de pressupor
equivaléncia entre dados para periodos distintos, verificou-se que as rodovias ndo passaram
por alteracdes significativas ao longo dos anos, como alteracdo das velocidades de fluxo livre ou
relacionadas ao aumento de capacidade, de forma a manter a homogeneidade dos parametros
de trafego coletados. A Tabela 3.1 contém os identificadores para cada sentido utilizado, bem

como as velocidades maximas permitidas para veiculos leves e pesados em cada trecho viario.
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Figura 3.4: Localizacdo dos sensores selecionados proximo a cidade de Sao Paulo. Adaptado
de: Google Maps

Tabela 3.1: Velocidades maximas de operacao (V;,) para rodovias dos sensores escolhidos

V,, [km/h]  V,, [km/h]

ID Rodovia  km Sentido Veic. Leves  Veic. Pesados
1 SP021 018+300 Externo 100 80
2 SP021 018+300 Interno 100 80
3 SP270 034+000 Leste 80 80
4 SP270 034+000 CQeste 80 80
5 SP280 016+080 Leste 100 90
6 SP280 022+400 Qeste 100 90
7 SP280 027+000 Leste 100 90
8 SP280 0274000 Qeste 100 90
9 SP280 029+500 Leste 120 90
10 SP280 029+500 Oeste 120 90

3.2 Coleta de dados

O processo de coleta de dados foi divido em duas etapas. Primeiramente, reuniram-se dados
histéricos de sensores, que agregam tanto fluxos quanto velocidades, e em seguida, procedeu-
se a coleta sincronizada de dados da API e dados de sensores para promover a integragao entre

dados da API e dados historicos de sensores por meio das velocidades.

3.2.1 Dados historicos de sensores

Prever demandas futuras requer a obtencéo e analise de dados historicos e, portanto, coletar
quantidade razoavel de observacdes dos sensores, do tipo laco indutivo duplo, selecionados na
Secdo 3.1, foi uma das etapas deste trabalho. Pela indisponibilidade de dados mais recentes,
o banco de dados histéricos compreendeu o periodo entre 2011 e 2014, com valores médios
de fluxos e velocidades agregados para todas as faixas de cada trecho em intervalos de cinco

minutos.
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Por ser comum a ocorréncia de erros de medicdo dos equipamentos, excluiram-se os dias
em que ocorreram erros evidentes de coleta ou longos periodos de mau funcionamento. Esses
erros foram caracterizados pela ocorréncia de registros zerados ou parcialmente existentes, ou
fora dos limites aceitaveis para os parametros estudados. Isso foi feito com base em analise
visual das séries temporais no periodo de um dia de curvas fluxo-velocidade, para todos os
sensores ao longo de todo o periodo. Dias de operacao atipica, com reducdo percebida da
velocidade de fluxo livre em relacédo a velocidade maxima permitida, também foram removidos
do banco de dados, ja que no escopo deste trabalho, buscou-se dar énfase a analise de operacoes

tipicas.

3.2.2 Dados da API

A coleta de dados pela Distance Matrix API do Google ocorreu no periodo compreendido entre
os dias 1/7/2019 e 14/7/2019, das 6 as 20 horas para os trechos selecionados. Uma rotina em lin-
guagem Python foi elaborada para efetuar as requisi¢des a API a cada quinze minutos, segundo
intervalo de agregacdo dos dados de sensores disponiveis neste mesmo periodo. Os parame-
tros obrigatorios solicitados na requisicao foram a chave de acesso e coordenadas de origem e
destino. A Figura 3.5 mostra um esquema de como foi estabelecida a distancia para definicdo
das coordenadas para solicitacdo a API. A coordenada de destino é considerada alinhada ao
sensor e a coordenada de origem deve ser escolhida em funcdo da distancia de percurso. Para
definir essa distancia, foi necessario levar em conta o fato de que os tempos de viagem sdo re-
tornados pela API em segundos inteiros, com omissdo da primeira casa decimal. Sendo assim,
a informacdo omitida da casa decimal pode gerar conjuntos de velocidades numericamente

equivalentes se calculadas a partir de distancias muito curtas.

Para ilustrar esse efeito, escolheram-se duas distancias hipotéticas, com comprimentos de 50
e 700 metros. Um veiculo que, na pratica, atravessa ambos os trechos com velocidade média de
100 km/h, demoraria 1.8 segundos no menor trecho e 25.2 segundos no maior. Entretanto, ao
fazer a solicitacdo a Distance Matrix API entre o par origem-destino, o usuario recebe apenas a
parte inteira do tempo de viagem, ou seja, 1 segundo e 25 segundos, respectivamente. Devido
ao truncamento, pode-se pensar que o valor de 1 s tenha sido truncado a partir de 1.00 s
ou 1.99 s, para a menor distancia, ou entao, 25.00 s ou 25.99 s, para a maior distancia. Ao
extrapolar a velocidade indiretamente pela razdo entre distancia e tempo de viagem, o intervalo
de velocidades possiveis poderia variar de 90.4 a 180.0 km/h no primeiro caso, o que representa
uma diferenca de quase 100%. Ja para a distancia de 700 metros, esse intervalo varia de 97.0 a
100.8 km/h.

Para reduzir o efeito dos erros de truncamento, buscou-se uma distancia que apresentasse
erros relativos de no maximo 10%. Para isso, testou-se, segundo a mesma linha de racioci-
nio do exemplo anterior, o erro relativo para faixas de velocidades no intervalo de 20 a 120

km/h, em func¢io de diferentes distancias. A diferenca entre ambas as velocidades em relacao
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Figura 3.5: Posi¢do das coordenadas de origem e destino para requisi¢do a API
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Figura 3.6: Erros relativos entre as velocidades maximas e minimas possiveis para velocidades
pré-fixadas, em funcdo da variacao das distancias de percurso.

a velocidade de referéncia representam os valores dos erros relativos para cada distancia. A
Figura 3.6 mostra no eixo y os maiores erros relativos possiveis que podem ser obtidos para as
velocidades calculadas indiretamente a partir dos tempos de viagem truncados fornecidos pela
APL Observa-se que, para qualquer velocidade calculada com base em uma distancia de 250
metros, os erros maximos variam de 2.5% para 20 km/h a 12.5% para 120 km/h, com tendéncia
a reducédo dos erros a medida em que se aumenta a distancia entre coordenadas de origem e
destino. Enquanto distancias muito curtas abrem margem grande para erros, distancias muito
longas, por outro lado, podem introduzir variacdes provenientes de outros fendémenos nao
relacionados a regido de coleta do sensor. Dessa forma, decidiu-se adotar distancias de aproxi-

madamente 500 m para definir as coordenadas de origem e destino, cujos erros devem variar

a ndo mais que 8%.

3.3 Validacao entre dados de velocidade da API e de sensores

A fim de possibilitar a compatibilizacao entre os dados de sensores e da API, foram calculadas

as velocidades no espaco pela razao entre as distancias entre os pares O-D e tempos de viagem



3.3. Validagao entre dados de velocidade da API e de sensores 47

retornados pela API. Na Figura 3.7 sdo apresentadas as séries temporais das velocidades da API
e de sensores para todas as 10 se¢des no periodo estudado. Observagdes subsequentes foram
conectadas por linhas continuas para facilitar a visualizacdo da variacdo entre os registros de
velocidades. Os periodos correspondem ao intervalo das 6 as 20 horas de cada dia e os pares
de velocidades foram compatibilizados a partir do valor da velocidade média ao fim de cada

periodo de agregacdo do sensor com o horario da velocidade coletada pela APL
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Figura 3.7: Séries temporais das velocidades calculadas a partir dos tempos de viagem da Dis-
tance Matrix API do Google e de sensores

Em funcéo dos métodos distintos de coleta, velocidades coletadas pela API e por sensores
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podem ser classificadas como grandezas no espaco e no tempo, respectivamente. Segundo
as Equacoes 2.4 e 2.5, espera-se que velocidades no tempo resultem em valores maiores que
velocidades no espaco, considerando a mesma regido e periodo de ocorréncia. Assim, uma
velocidade no espaco, que é o caso da API, deve ser numericamente menor do que o valor de
uma velocidade no tempo, que é o caso do sensor do tipo laco indutivo duplo. Esse principio é
observado em todos os casos para faixas de velocidades em regime congestionado. Entretanto,
para velocidades proximas a de fluxo livre, observa-se o fendomeno inverso, e de modo mais
pronunciado para os sensores 1, 5, 7, 9 e 10. Conforme mostrado na Figura 3.6, velocidades
maiores tendem a ser mais sensiveis ao erro resultante do truncamento do tempo de viagem
para a velocidade calculada pela API e, por este motivo, supde-se a ocorréncia do comporta-
mento contrario ao esperado para faixas de velocidades proximas a de fluxo livre. Outro fator
que também pode contribuir para gerar diferencas numéricas é o fato de que qualquer instru-
mento de medida utilizado para aferir grandezas fisicas possui limitacdes e, portanto, erros de
medida ou de precisdo com relacgao a coleta de velocidades, tanto de sensores quanto pela API,

também podem ocorrer.

3.3.1 Modelo bayesiano para validaciao de velocidades da API

Para validar as velocidades calculadas pela API, propos-se uma regressao linear bayesiana a
fim de correlacionar velocidades de sensores e da API. Dessa forma, buscou-se extrair as va-
riacOes inerentes as naturezas no tempo e no espago de ambas as fontes de velocidades, bem
como incorporar o carater probabilistico dos erros de medigao. A ideia central do modelo pro-
posto consistiu em obter variancias a partir das velocidades observadas e valida-las segundo
as Equacdes 2.4 e 2.5. Para isso, estruturou-se o modelo hierarquico bayesiano representado
na Figura 3.8. Nesta estrutura, tanto as velocidades da API como as dos sensores foram consi-

deradas alternadamente preditores e variaveis previstas.

/A;;}\ ,A£:§\

K=o+ Bx
—~— S
y~ N (k,€)

Figura 3.8: Modelo bayesiano para regressao linear entre velocidades de sensores e da APL. As
distribuicdes utilizadas sdo a normal (N(y, o) e semi-Cauchy (SC(o)

Para o valor de alfa, adotou-se uma distribuigéo a priori normal com média zero e desvio
padrdo igual a um. Esta estrutura pressupds ignorancia acerca das naturezas distintas entre

ambas as velocidades e sugeriu que elas fossem fortemente correlacionadas. A fim de reforgar
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tal hipotese, o valor unitéario atribuido ao desvio padrao restringiu a variacdo do coeficiente
linear em apenas uma unidade. Ao parametro beta também foi atribuida uma distribuicao
normal, com média igual a um, considerando que a variacdo em uma unidade do preditor cor-
respondesse a variacdo em uma unidade na variavel prevista. O desvio padrao de 0.2 unidades
conferiu baixa variabilidade ao coeficiente angular e reforcou a suposicdo de que ambas as
velocidades fossem fortemente correlacionadas. A partir dos parametros alfa e beta, foi obtido
um valor deterministico mu para a velocidade média, ao qual foi incorporada a incerteza a

partir de uma distribui¢do semi-Cauchy a priori, com parametro de escala igual a cinco.

Apds defini¢do do modelo de regressio linear bayesiana, a integracdo do espaco posterior foi
feita usando a biblioteca PyMC3 (SALVATIER; WIECKT; FONNESBECK, 2016), na versio 3.7, desen-
volvida especificamente para estruturar e estimar modelos Bayesianos em Python, na versao
3.6.5. Outras bibliotecas utilizadas foram a Arviz 0.5.1 (KUMAR et al., 2019) para gerar estatis-
ticas de modelos, e Theano 1.0.4 (Theano Development Team, 2016), utilizada pelo PyMC3 para
resolver expressdoes matematicas em espacos multidimensionais. Para a integracdo do espaco
paramétrico e inicializacdo das cadeias, foi utilizada a configuracido automatica fornecida pelo
PyMC3. Duas cadeias de 3000 amostras da distribuicdo posterior foram simuladas com mais
1000 amostras de tuning, totalizando 8000 iteragdes para cada sensor. Para fins de verificacéo,

os tragos de «, f e € foram visualizados para conferir a convergéncia das cadeias de Markov.

A Figura 3.9 apresenta as regressdes obtidas para todos os sensores. A Figura 3.9a refere-se
as regressdes em que as velocidades dos sensores foram utilizadas como preditores e as velo-
cidades da API como variaveis previstas, enquanto a Figura 3.9b apresenta as regressdes em
que as velocidades da API foram utilizadas como preditores e velocidades dos sensores as va-
ridveis previstas. Para obter as variancias das velocidades a fim de utiliza-las nas Equacdes 2.4
e 2.5, foram calculados os desvios-padrao referentes aos intervalos de probabilidade de 68%,
destacados em escala de cinza. Esse valor de 68% foi escolhido por representar uma unidade
do desvio-padrao da distribui¢do normal. Os coeficientes para « e  sdo mostrados em cada

regressdo e correspondem aos valores médios das distribui¢cdes posteriores.

Como exemplo, observam-se na Figura 3.10 os tracos posteriores gerados para o Sensor 1,
considerando as velocidades da API como preditores, cujos valores médios de 1.30 para o e 0.96
para 3 foram os mesmos exibidos na linha de regressdo para o mesmo sensor na Figura 3.9.
Assim como neste exemplo, os tragos posteriores para os trés parametros dos demais sensores
também assumiram configuracdo normal. A fim de analisar a convergéncia do modelo, notou-
se que as duas cadeias concordaram entre si e os tracos apresentaram boa mistura para todos
os parametros, o que indica uma exploracdo adequada do espaco paramétrico. Os graficos de
autocorrelacdo, como o da Figura 3.11 referente ao sensor utilizado como exemplo, também
reforcam a convergéncia das cadeias, uma vez que seus valores tenderam a zero a medida que
o numero de iteracdes aumentou. Estes padroes de convergéncia foram observados para todas

as regressoes realizadas.
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Figura 3.9: Linhas de regressao com intervalos a 68% de probabilidade em escala de cinza. Os
pontos em azul se referem aos dados observados

alpha alpha

0.00 2.50 0 2000

beta beta epsilon epsilon
0.98 - 4.50 -
0.96 - 425 -
0.94 - 4.00 -
i | | 0.92 | | i | |
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Figura 3.10: Tracos dos parametros «,  and e, respectivamente, utilizando velocidades da API
como preditores para o Sensor 1

Como as variaveis previstas sio modeladas a partir de uma distribui¢do normal, um valor

médio de velocidade equivalente, fornecido pela reta de regressdo, e o seu desvio-padrao, ge-

rado por €, devem ser obtidos como resultado. A partir das verificacdes preditivas posteriores,

obtemos os intervalos de maxima probabilidade para as variaveis previstas. Da distribuicdo

normal, coletamos o intervalo correspondente a um desvio padréo, que corresponde aos limi-

tes de probabilidade de aproximadamente 68% da distribuicdo normal, e o valor médio previsto.

Este procedimento ¢ realizado para todas as observagdes e é utilizado para calcular as veloci-
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Figura 3.11: Autocorrelacio para os parametros «, f and €, respectivamente, utilizando velo-
cidades da API como preditores para o Sensor 1

dades equivalentes a partir das Equacoes 2.4 e 2.5. A vantagem desta abordagem consiste no
fato de que ela permite a extracdo de desvios-padrao dos dados observados sem a necessidade
de calcula-los dentro dos periodos de agregacdo, que raramente sdo fornecidos pelos sistemas

de coleta de dados de trafego.

Apos estimar as velocidades no tempo ou no espaco a partir das velocidades observadas,
calculou-se o coeficiente de correlacido Pearson, cujos resultados sao mostrados na Figura 3.12.
Pode-se notar que todos os valores de R’ resultaram acima de 99%. Isto indica que o modelo
linear bayesiano proposto é um método valido para correlacionar as velocidades de sensores e
da API, uma vez que ele captura ndo apenas os valores médios equivalentes entre velocidades

no tempo e no espaco, mas também suas variancias.

3.4 Consideracées finais

Este Capitulo descreveu o processo de obtencéo e tratamento de um banco de dados histori-
cos de sensores contendo dados de fluxos e velocidades. Adicionalmente, foi proposta uma
regressao linear bayesiana para compatibilizagdo entre velocidades de sensores e velocidades
calculadas a partir de tempos viagem de uma API de trafego, que gerou valores médios equi-
valentes entre velocidades no tempo e no espaco e também suas varidncias. Como proxima
etapa, os intervalos gerados pela regressao linear bayesiana entre velocidades de API e de sen-
sores serdo usados para filtrar o banco de dados histoéricos a fim de gerar conjuntos de fluxos

que serao usados para previsao.
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Figura 3.12: Velocidades estimadas convertidas pelas relacoes de Wardrop e Rakha, calculadas
a partir de velocidades observadas
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Capitulo

Previsao de fluxo de trafego

Este capitulo propde um método estatistico para previsdo de fluxo de trafego para as secoes
de rodovias selecionadas no capitulo 3, a partir de tempos de viagem coletados pela API e de
um banco de dados histoéricos de sensores. Para cada previsdo, foram utilizados como dados
de entrada no modelo a velocidade calculada a partir do tempo de viagem da API, o dia da
semana, a hora do dia e o horizonte de previsdo desejado. Este procedimento retornou grupos
de fluxos, utilizados como dados de entrada para um modelo hierarquico bayesiano, que retor-
nou distribui¢des posteriores representativas das condi¢des segundo as quais foram gerados,

a partir das quais foram propostas medidas de avaliacdo de acuracia e dos intervalos previstos.

4.1 Agrupamento dos dados de fluxo

Estimar valores futuros requer a obten¢ao de dados historicos, de modo a estruturar conjuntos
de dados representativos das condi¢des segundo as quais foram gerados. Uma pratica comum
em trabalhos de previsdo de trafego veicular consiste em agrupar dados tipicos de trafego
em funcido do dia da semana e horario de ocorréncia. Além disso, conforme mostrado na Se-
¢d0 3.3.1, velocidades observadas pela API podem ser relacionadas a intervalos de velocidades
de sensores por meio de uma regressao linear bayesiana. A partir desses intervalos de proba-
bilidade, é possivel supor que, dada uma velocidade calculada pela API, exista um conjunto de

de velocidades equivalentes de sensores que represente condi¢oes de ocorréncia equivalentes.

Com essas premissas em mente, estruturou-se um procedimento de agregacdo de dados
histoéricos de fluxo de trafego que respondesse a seguinte pergunta: "Dada uma velocidade V,
em uma secdo de rodovia S, registrada as H horas de um dia da semana D, qual sera o possivel

valor para o fluxo veicular Q, naquela sec¢do, daqui a M minutos?". A ideia consiste em, a
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partir de uma velocidade calculada em tempo real de um tempo de viagem fornecido pela API,
agregar todos os fluxos histéricos que contemplem as velocidades do sensor equivalentes a
velocidade de entrada da API, observados nos mesmos dia da semana e horario de ocorréncia,
para um dado horizonte de previsédo, a fim de obter uma distribuicdo de fluxo de trafego para

aquela secdo da via.

Como os dados de sensores referentes ao mesmo periodo da coleta pela API (de 1/7/2019
a 14/7/2019) estavam agregados em intervalos de 15 minutos, foram estabelecidos horizontes
de previsdo de curto prazo de 0, 15, 30 e 60 minutos. Assim, foram gerados mais de 27800
subconjuntos de dados segundo os critérios de agregacdo mencionados, considerando todos
os dez sensores utilizados nesta pesquisa. Diferentemente da etapa anterior, em que se utilizou
um intervalo de 68% a fim de obter o desvio padrdo para validacdo pelas Equacgdes 2.4 e 2.5,
optou-se por utilizar nesta etapa o intervalo de probabilidade de 95% para defini¢ao dos limites
inferior e superior de velocidades de sensores. Como o intuito ndo é obter um valor para o
desvio padrdo, mas sim um intervalo de velocidades equivalentes, este valor foi escolhido
por contemplar a maior parte dos dados da uma distribuicdo normal resultante do modelo de
regressdo linear bayesiana proposto na Secédo 3.3.1. As etapas de agregacdo dos dados de fluxo

foram realizadas na seguinte sequéncia:

1. Com a velocidade calculada pela API (V4p;), definiram-se as velocidades maximas e mi-
nimas equivalentes de sensores para o intervalo de maxima densidade de probabilidade
de 95%;

2. Segundo as velocidades existentes nesse intervalo, filtrou-se o banco de dados historicos

de sensores;

3. Desse subconjunto, foram selecionados todos os registros que ocorreram no mesmo ho-

rario H e dia da semana D em que foi observada a Vapy;
4. Desse novo subconjunto, foram registrados todos os valores no formato datetime;
5. A cada registro datetime, foram somados diferentes horizontes M de previsio;

6. A partir do conjunto de valores datetime registrados para cada horizonte de previsdo,

filtraram-se todos os fluxos Q existentes no banco de dados historicos.

A Figura 4.1 apresenta a visualizacdo do conjunto de dados histéricos para as diferentes eta-
pas do processo de filtragem descritos anteriormente. Neste exemplo, foi escolhido o Sensor
3, localizado na rodovia SP270, km 34, sentido Leste, cuja velocidade calculada pela API foi
de 72.8 km/h e ocorreu as 6 horas da manha de uma segunda-feira. O intervalo de velocida-
des do sensor equivalentes a velocidade calculada pela API, nesse caso, compreendeu valores
entre 62.3 e 80.1 km/h, para o intervalo de credibilidade de 95% gerado pela regressao linear

bayesiana.
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Data Dia Hora Velocidade Volume Datetime

10 2013-02-28 3 23:05:00 86.0 264 1362103500
200 2013-02-28 3 07:15:00 75.0 1908 1362046500
300 2013-02-27 2 22:56:00 81.0 330 1362016500
400 2013-02-27 2 14:35:00 83.0 1050 1361986500
700 2013-02-26 1 13:35:00 76.0 1104 1361896500
800 2013-02-26 1 051500 86.0 792 1361866500
900 2013-02-25 0 20:55:00 81.0 438 1361836500

1000 2013-02-25 0 12:35:00 81.0 1338 1361806500
1200 2013-02-24 6 19:55:00 75.0 1280 1361746500

(a) Dados na coluna Velocidade, contendo velocidades histdricas de sensores, foram filtrados segundo os
intervalos gerados pela regresséo linear bayesiana entre velocidades de sensores e da APL. A primeira
coluna refere-se ao identificador do registro no banco de dados.

Data Dia Hora Velocidade Volume Datetime

19811 2012-12-17 0 06:00:00 75.0 1104 1355731200
33059 2013-07-29 0 06:00:00 79.0 900 1375088400
35075 2013-07-22 0 06:00:00 80.0 888 1374483600
39107 2013-07-08 0 06:00:00 7.0 786 1373274000
41123 2013-07-01 0 06:00:00 720 10368 1372669200
65591 2013-06-24 0 06:00:00 B80.0 972 1372064400

(b) Dados filtrados conforme dia da semana e horario de observagio. Deste processo, sdo selecionados
os valores da coluna Datetime
Data Dia Hora Velocidade WVolume Datetime

19808 2012-12-17 0 06:15:00 73.0 1266 1355732100
33056 2013-07-29 0 06:15:00 7ro 116 1375089300
35072 2013-07-22 0 06:15:00 80.0 1122 1374484500
39104 2013-07-08 0 06:15:00 78.0 768 1373274500
41120 2013-07-01 0 06:15:00 720 1290 1372670100
65588 2013-06-24 0 06:15:00 83.0 1066 1372065300

(c) Aos datetimes filtrados anteriormente foram acrescidos, nesse exemplo, 900 segundos, equivalentes
aum horizonte de previsao de 15 minutos. A partir desses valores, filtrou-se o banco de dados histéricos
novamente e foram agregados todos os fluxos existentes nesse subconjunto

Datetime Dia Hora Horizonte Vsensor Fluxo Vapi Velocidades Fluxos

[75.0, 79.0, B0.O, 79.0, [1104.0, 900.0, B88.0,
72.0, 80.0] 786.0, 1038.0, 972.0]

[F3.0, 77.0, 800, 7B.O, [1266.0,1116.0, 1122.0,

1616 08/07/2019 06:00:00 0 i 0 77.95 812 7275

1617 0BIO7/201906:00:00 0 6 15 7494 920 7275 0 a0 Temo 12900 10ea0

- [76.0, 78.0, BLO, 78.0, [1248.0, 1428.0, 1482.0,
1618 0BIO7/201906:00:00 0 6 0 7599 956 7275 220 30, 8900 13500, 14050
1619 0B/07/201906:0000 O 6 &0 70 14 7275 L[78.0,75.0,830 820, [1396.0, 1530.0, 1416.0,

720,77.0] 1038.0, 17100, 1854.0]
(d) O banco de dados final com todos os conjuntos de fluxos agregados apresenta a seguinte configura-

¢do: A cada localidade, horario e dia de ocorréncia, velocidade da API e horizonte de previsdo, é gerado
um conjunto distinto de fluxos historicos

Figura 4.1: Detalhamento do procedimento de filtragem do banco de dados histéricos para ge-
racdo de conjuntos de fluxos pra a velocidade de 72.8 km/h calculada pela API e compreendida
entre os intervalos de 62.3 e 80.1 km/h gerados pela regressdo linear bayesiana, observada as
6 horas da manha do dia 1/7/2019 (segunda-feira), para o sensor localizado na rodovia SP270,
km 34, sentido Leste
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A visualizacdo dos conjuntos de fluxos gerados apods agregacdo do banco de dados consis-
tiu na etapa preliminar para definicdo do modelo de previsao, a fim de obter indicios acerca
da configuracdo aproximada dos grupos de fluxo. A partir dessas configuracdes, foi possivel
propor quais as distribuicdes de probabilidade seriam mais adequadas para representar a dis-
tribuicdo de verossimilhanca de um modelo hierarquico bayesiano. Uma abordagem intuitiva
de visualizacdo consiste na geracdo das distribuicoes de frequéncias. Entretanto, como flu-
X0s sdo variaveis continuas e buscam-se distribuicdes de probabilidade que os representem,
utilizou-se uma funcéo de geracgao de distribui¢des pelo método KDE (Kernel Density Estima-
tion), disponibilizado pela biblioteca Seaborn (WASKOM et al., 2018), um algoritmo de estimacao
de densidade de probabilidade, que busca aproximar a distribui¢do geradora dos dados. Para

isso, foram utilizadas as configuragdes padrao disponibilizadas pela biblioteca.

Na Figura 4.2 constam alguns exemplos dos conjuntos de fluxo obtidos. Os agrupamentos
foram selecionados aleatoriamente, de forma a contemplar diferentes sensores e quantidades
de dados, bem como velocidades distintas e para diferentes horizontes de previsao. Por inspe-
¢ao, conjuntos com menor quantidade de dados, como os das Figuras 4.2a a 4.2d, apresentaram
maior variabilidade nas formas das distribuicoes, podendo assumir ou ndo formas regulares.
Ja os conjuntos como os das Figuras 4.2e a 4.2h tenderam a apresentar, de modo geral, formas

mais regulares, a medida em que se observou maior quantidade de dados.

4.2 Estruturacao do modelo de previsao

Nesta etapa, preocupou-se com a elaboracdo de um modelo de previsdo que, além de poder
fornecer valores pontuais de fluxos veiculares a partir de uma velocidade calculada pela API,
e levando-se em conta outros fatores, como hora de ocorréncia e dia da semana, também pu-
desse prever intervalos de credibilidade para esses parametros. A melhor forma de descrever
esses processos é por meio da geracdo de distribui¢des de probabilidade. Conforme discutido
no Capitulo 2, uma abordagem que se popularizou nos ultimos anos por fornecer esses dois
recursos € a estatistica bayesiana. Sendo assim, as proximas se¢des descrevem as etapas para

a estruturacdo de um modelo hierarquico bayesiano para previsao de fluxo de trafego veicular.

4.2.1 Definicao da distribuicdo de verossimilhanca

Para propor um modelo de previsao que represente os dados observados, é necessario descobrir
qual a configuracéo aproximada de seus dados. Assim, a partir das inspecdes visuais dos grupos
de fluxos gerados, cujas amostras foram apresentadas na Figura 4.2, foram propostas algumas
distribuicdes que pudessem representar os conjuntos obtidos. Inicialmente, supds-se que as
formas assumiriam configura¢des proximas a distribui¢do normal, descrita por uma média y
e um desvio padréo o, ja que tenderam, em sua maioria, a um valor central, e apresentaram
dispersdes variando em maior ou menor escala, frequentemente de forma simétrica ao redor

da média. Entretanto, a distribuicado normal nao prevé com fidelidade as observagoes atipicas,
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Figura 4.2: Distribui¢des de fluxos historicos agregados em funcao de diferentes velocidades
observadas pela API, para diferentes dias da semana, horarios, horizontes de previsao e locais
de observacgao.
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muito distantes dos valores centrais, percebidas com recorréncia em varios conjuntos de fluxo,
como no caso das Figuras 4.2d e 4.2h, ja que observacdes situadas nos extremos tendem a

deslocar a média em sua direcdo.

Uma forma de evitar este comportamento é a partir do uso da distribuicao de Student, ja
que as suas caudas pesadas a tornam mais robusta a presenca de outliers e, portanto, apta
a incorporar maior variabilidade (MARTIN, 2016). Os trés parametros que a descrevem sio
a média p, que representa a tendéncia central, o parametro de escala o, que atua de forma
analoga ao desvio padrao da normal, e o parametro de normalidade v, equivalente ao tamanho
da amostra, que determina a forma da distribuicdo. Quanto menor este ultimo parametro,
mais pesadas tendem a ser as caudas, ou seja, mais variabilidade é incorporada, e a medida
que este valor aumenta, a distribuicdo de Student tende a se aproximar da normal. Assim,
com o intuito de estabelecer um modelo universal, adaptavel a diversos tamanhos de banco de
dados, a distribuicdo de Student foi escolhida para representar a verossimilhanca dos fluxos

no modelo bayesiano.

Ap6s a defini¢do da distribui¢do de verossimilhanca, a proxima etapa para estruturar o mo-
delo de previsdo consistiu em buscar distribui¢cdes de probabilidade que pudessem descrever
cada um dos trés parametros da distribuicdo de Student. Em geral, nesta etapa se incorporam
os conhecimentos ja existentes a respeito desses parametros. Os valores para fluxos rodovia-
rios encontrados na literatura tendem variar entre 0 a 2500 veiculos por hora por faixa. Com
isso em mente, uma alternativa seria utilizar, para representar as médias, uma distribuicio
uniforme cujos valores estivessem compreendidos nesse intervalo. Para os demais parame-
tros, entretanto, dada a particularidade do método de geracdo dos conjuntos de dados pro-
posto neste trabalho, ndo foi possivel contar com evidéncias referenciadas na literatura para
embasar a adogao de valores que os representassem. Por este motivo, realizou-se uma analise

exploratoria com todos os conjuntos de fluxos gerados.

Como a distribuicdo de Student é representada por um valor de tendéncia central, uma
medida de escala e o parametro de normalidade, os grupos de fluxos foram analisados de forma
a evidenciar essas medidas. Sendo assim, foram calculados os desvios-padrdo amostrais e
médias de cada conjunto de fluxo. Como ao parametro v é comumente atribuido o tamanho
da amostra, gerou-se o histograma dessa variavel em funcdo do tamanho dos conjuntos de
dados gerados. As distribuicdes de frequéncias de cada uma dessas variaveis estdo expostas

na Figura 4.3.

Desse procedimento, foram observados padrdes nos subconjuntos das médias e dos desvios-
padrdo. Como se pode observar na Figura 4.3a, o histograma das médias assumiu uma confi-
guracdo aproximadamente normal. Foram calculados a média e o desvio-padrio do subcon-
junto das médias, que resultaram em 1055 e 300, respectivamente. A partir dessas estatisticas,
tracou-se uma distribui¢do normal, cujo ajuste visual indicou aderéncia aos dados. Ja para os

desvios-padrio, procedeu-se ao ajuste de curvas pela funcéo "fit"de ajuste de dados disponi-
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Figura 4.3: Histogramas das estatisticas geradas a partir de mais de 27000 grupos de fluxos.
Tal analise serve como base para propor as distribui¢cdes a priori que serdo incorporadas ao
modelo bayesiano para previsao de fluxo veicular

bilizada pela biblioteca Scipy (VIRTANEN et al., 2020), na versdo 1.3.1. Conforme se observa no
histograma para os desvios-padrao na Figura 4.3b, a assimetria a direita conduziu a um melhor
ajuste pela distribuicdo normal modificada exponencialmente, abreviada como EN. Neste caso,
os parametros A, j e o resultaram em 2.6, 78.3 e 26.4. Por fim, no caso do parametro de norma-
lidade v, nao foi observado nenhum padrao que pudesse ser descrito por alguma distribuicdo
de probabilidade. Portanto, a definicdo de uma distribui¢do para este parametro nio sera feita

com base na analise exploratoria dos dados de fluxo.

4.2.2 Definicao das distribuicoes a priori e modelo bayesiano

A partir das analises dos grupos de fluxo, propos-se o modelo representado na Figura 4.4. Se-
gundo exemplo elaborado por Kruschke (2014), como o objetivo das previsdes consiste em
obter previsdes para os parametros y, o e v da verossimilhanga, o modelo foi estruturado em
mais de um nivel hierarquico, de modo que foi necessario propor um nivel adicional de distri-
buicdes a priori especificas para cada parametro. Além disso, como o objetivo principal deste
trabalho é conferir intervalos de credibilidade para as estimativas de fluxo, com destaque para
o parametro o, que representa justamente a medida de variabilidade que buscamos fornecer as
previsdes, obter estimativas especificamente do parametro de escala da distribuicao de Student

¢ essencial para descrever os comportamentos de fluxo.

O modelo ilustrado na Figura 4.4 foi construido utilizando-se as distribui¢des para as médias
e desvios-padrao mostrados na Figura 4.3. Observa-se que a distribuicdo de Student foi repara-
metrizada, pois o modelo centralizado, embora mais intuitivo, tornou a exploragiao do espaco
paramétrico menos eficiente em relacdo ao modelo nao-centralizado proposto. As distribui-
¢des Normal(y,, 0,,), Gama Inversa(0.5v, O.5v02) e Exponencial(v) descrevem os parametros g,
oev, respectivamente.
py ~ Normal(1055,150), (0, 00
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o, ~ Gama(1.3,150),[10,1000]
p ~ Normal(p,,o,)
, ~ Exponencial(30)
v ~ Exponencial(v,)
o, ~ ExponencialNormal(78.3,26.4,2.6)
Vv Vo,
o ~ Gamalnversa( s, TG), (0, 00]

fluxo ~ StudentT(u,o,v)

N(1055, 150) Gama(1.3, 150) Exp(\' Expoanom(BCZ 7)

N(|.|. o ) Gamalnv(0.5v,0. 5vo, )
fluxo= N (p, o)

A

Figura 4.4: Modelo configurado com distribuicoes a priori para y e o definidas a partir de
analise exploratoria do conjunto dos dados de fluxo

Para definir o parametro y da distribuicdo de Student, adotou-se a distribui¢do normal, cu-
jos parametros i, e o, foram representados por uma distribuicio normal, com média 1055 e
desvio padréao de 150, e uma distribuicdo gama, com parametros alpha igual a 1.3 e beta igual
a 150, ja que, nessas configuracdes, contempla mais valores préximos ao desvio padrao de 300
encontrado pela analise exploratoria, além de reduzir a possibilidade de ocorréncia de valores
a partir de 1000. Ainda assim, os valores para essa distribui¢do foram restritos ao intervalo
[10, 1000], ja que valores muito proximos de zero tenderam a levantar divergéncias durante a
simulagao das cadeias de Markov. Da mesma forma, optou-se por limitar a distribui¢do normal
para a média apenas a valores positivos, ja que, analiticamente, resultados negativos seriam

passiveis de ocorrer e fluxos devem ser representados por valores positivos.

Preferiu-se limitar os pardmetros v e v, a distribui¢des exponenciais que concentrassem a

maior parte de seus valores no intervalo entre 1 e 30. Essa escolha se deu em virtude de que
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muitos dos conjuntos de fluxo agregaram observagdes afastadas da tendéncia central, mesmo
para grupos com mais de 30 elementos. Sup0s-se, assim, que seria mais representativo limitar
os valores para v a fim de garantir, por meio da priori, que os valores afastados da média fossem
incorporados a posteriori. Assim, a distribuicdo escolhida para representar o parametro de

normalidade foi a distribuicdo exponencial, com parametro de forma A igual a 30.

Ja o parametro o foi definido por uma distribui¢do gama inversa, seguindo o formato repara-
metrizado da distribuicido de Student, que o retorna em sua forma quadratica. Observa-se que
seus parametros estdo em funcéo de v, ja definido anteriormente, e de o,, definido pela distri-
bui¢do exponencial normal, obtida na analise exploratéria dos desvios-padrao dos conjuntos

de fluxo, restrita também apenas aos valores positivos.

4.3 Obtencao das distribuicdes posteriores

Apbs definir os modelos de previsao, foram feitas as previsdes com o uso das bibliotecas PyMC3
(SALVATIER; WIECKI; FONNESBECK, 2016), na versao 3.7, Arviz (KUMAR et al., 2019), na versdo 0.5.1,
e Theano (Theano Development Team, 2016), na versdo 1.0.4. Para integracdo do espago paramé-
trico, foi escolhido o método NUTS, por apresentar recursos computacionais mais eficientes
para o calculo de variaveis continuas em relacdo aos métodos tradicionais de amostragem da
distribuicdo posterior, como Metropolis e Gibbs. Como método de inicializacdo das cadeias,
utilizou-se a configuracdo automatica fornecida pelo PyMC3, por otimizar a escolha do valor
de inicializacido no espaco paramétrico a fim de agilizar o processo de convergéncia, além de

ser fortemente recomendada pelos desenvolvedores da plataforma.

O modelo foi configurado para rodar quatro cadeias em paralelo, quantidade recomendada
por Vehtari et al. (2020) para garantir a geracdo de estatisticas confiaveis, cuja finalidade é de
aferir a convergéncia das previsdes. Foram geradas 1000 amostras da distribuicido posterior
para cada cadeia, para cada qual se realizaram 1000 amostras adicionais de tuning, o que tota-
lizou 8000 iteracdes para cada grupo de fluxo. Outra configuracdo adotada foi definir o alvo de
aceitagdo para 0.90, ja que neste nivel, os espagos paramétricos mais problematicos tenderam

a acusar nenhuma ou poucas divergéncias por parte do algoritmo de integracao.

Para fins de verificagdo, foram conferidos visualmente os tracos e os diagramas de auto-
correlacdo de uma amostra de previsdes de 1500 conjuntos de dados, a fim de buscar erros
de convergéncia em quaisquer dos conjuntos obtidos. Além disso, foram feitas verificacoes

preditivas posteriores desses mesmos conjuntos, para observar a aderéncia das previsdes aos

dados.

Embora a analise visual das cadeias seja recomendada para analise de convergéncia, ela se-
ria inviavel em um banco de dados tido extenso, e portanto, a analise do tamanho efetivo da
amostra (ESS) e da estatistica de Gelman e Rubin foi realizada para tornar esse processo mais

eficiente. Assim, para cada previsao, verificou-se se essas estatisticas corresponderam a va-
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lores de referéncia maiores que 400 e menores que 1.01, respectivamente, para cada um dos
parametros y, o e v. Além disso, adotou-se, por convencio, que previsdes com até 8 divergén-
cias ou, em média, duas divergéncias por cadeia, ocorridas durante o processo de amostragem
pelas cadeias de Markov usando o método NUTS, fossem consideradas como falsos-positivos,
pois divergéncias em excesso poderiam sugerir problemas na integracdo do espago posterior
e, nesse caso, poderiam enviesar as distribuicdes posteriores. Assim, para os casos de descon-
formidade elencados, novas previsdes foram feitas, elevando-se o tuning e o alvo de aceitagéo
para 1500 e 0.95, respectivamente, em uma primeira rodada, e para 2500 e 0.99, para previsdes
com divergéncias existentes. Em ambos os casos, manteve-se o nimero de 1000 amostras por

cadeia.

4.4 Analise das distribuicoes posteriores

Apos verificar a convergéncia, foram realizadas verificagcdes preditivas posteriores, com obje-
tivo de realizar 1000 combinacdes de valores amostrados das distribui¢des dos parametros y,
o e v e simular diferentes distribuicdes Student. Esse procedimento teve objetivo de verificar
se a sobreposicdo de diversas distribuicdes amostradas pela posterior tenderam a configurar
uma distribuicao de Student média. Por fim, para definir a distribui¢io representativa de cada

conjunto de fluxo, foram utilizadas as médias das distribui¢cdes dos parametros y, o e v.

Iniciou-se a analise pela comparacio entre valores observados e previstos, por meio de er-
ros absolutos e erros médios percentuais. Por convencéo, quando ha necessidade de adotar
um valor representativo da distribuigao, utiliza-se a sua média para representar o valor esti-
mado. Para tanto, utilizou-se a média y como expectativa da distribuicao de Student, segundo
a Equacdo 4.1, para comparar com o fluxo observado, registrado pelo sensor. A Equacao 4.2
descreve o erro absoluto, que consiste em selecionar o valor previsto e compara-lo com o valor
observado, e o erro relativo, descrito na Equacéao 4.3, foi escolhido para analise de acuracia por

ser o mais difundido para verificacdo da qualidade dos modelos de previsio.

E[fluxo] = u (4.1)

EA = |1U - fluxoobservado |XIOO% (4-2)

FR=— 4 (4.3)
fluxoobservado .

Como a vantagem da inferéncia bayesiana consiste justamente em gerar intervalos de pro-
babilidade, ou seja, fornecer indicios de quais os possiveis valores que aquele parametro pode
apresentar, ndo faz sentido, entretanto, ater-se apenas a valores centrais extraidos das dis-
tribuicdes posteriores e suas métricas de acuracia. Por este motivo, a segunda abordagem

proposta para analise das previsdes consistiu justamente na analise desses intervalos, a partir
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das métricas definidas nas Equacdes 2.10 e 2.11. Por fim, foi realizada analise exploratoria das
distribuicoes dos parametros e das medidas de erro relativo e absoluto, de forma geral para

todas as previsdes, e também dividas por sensor e horizontes de previsao.

4.5 Consideracoes finais

Neste capitulo foi apresentado um método para estimagao de fluxo de trafego veicular de rodo-
vias a partir de um modelo hierarquico bayesiano. Estruturou-se um banco de dados que con-
templasse diferentes condicoes de trafego em fungio de variaveis temporais e de velocidade
da API, a partir do qual se propds uma distribuicao de probabilidade que pudesse descrever
todos esses conjuntos de forma robusta. Para definicao do modelo, foi necessario explorar o
proprio banco de dados para obter indicios de distribui¢des a priori que pudessem descrever o
comportamento de seus parametros. Para avaliar a qualidade das previsdes, foram propostas
métricas de convergéncia, bem como analises visuais dos tracos, graficos de autocorrelagao
e verificacOes posteriores preditivas. Por fim, foram propostas duas formas de interpretar e
analisar os modelos gerados, uma delas com base na analise tradicional por acuracia, e outra
com base na analise de intervalos de credibilidade gerados pelas distribui¢des. A partir des-
ses resultados, buscou-se fornecer ndo apenas previsdes pontuais para o fluxo de trafego, mas
também intervalos de previsdo que descrevessem a incerteza acerca valor obtido, de modo a

se obter uma compreensao melhor acerca dos fendmenos de trafego.
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Capitulo

Resultados

Neste capitulo sdo apresentados os resultados das previsoes de fluxos para o modelo bayesi-
ano proposto no Capitulo 4. Inicialmente, é descrito o processo de interpretacdo de um unico
conjunto de dados, selecionado aleatoriamente. Em seguida, sdo apontados os resultados das
previsdes conduzidas para todos os conjuntos de dados, de forma a extrapolar a interpreta-
¢ao no nivel individual. Também sio mostradas distribuicdes de erros relativos e absolutos e
demais analises exploratorias do conjunto de dados gerado. Por fim, sdo apresentadas as im-

plicacdes praticas das distribuicdes posteriores geradas e suas diferentes formas de utilizacdo.

5.1 Analise de convergéncia das cadeias

A fim de visualizar os resultados das previsdes geradas pelo modelo hierarquico bayesiano,
sdo apresentados os tracos das cadeias geradas para os parametros de um conjunto de dados
selecionado aleatoriamente. Na Figura 5.1 constam as cadeias referentes a observacao para a
localidade do sensor da rodovia SP280, km 29.5, sentido leste, cuja velocidade observada pela
API foi de 93.8 km/h, ocorrida as 14 horas de um sabado, para o horizonte de previsao de 0

minutos. Na Figura 5.1, constam os tracos referentes aos parametros do modelo.

Observa-se do lado esquerdo que as quatro cadeias tendem a concordar entre si e, de modo
geral, todos os parametros apresentam tracos bem misturados, conforme mostra o lado direito
da Figura 5.1, o que indica a exploracdo adequada do espaco paramétrico. Os pardmetros

esignados como mu_mu_2, sigma_mu_2, nu_2, sigma_2, referem-se, respectivamente, aos
d d  mu_ 2  mu_2, nu 2 2, ref t t
parametros (i, 0y, Vy, 05 definidos na Secdo 4.2.2, enquanto p_1,0_1e v_1 referem-sea yu, o e

V.
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Os quatro primeiros parametros formam o segundo nivel do modelo hierarquico, e pode-se
ver que seus tracos posteriores concordam com a forma das prioris propostas. O mesmo ocorre
para os trés ultimos parametros, a partir do qual sao retirados os valores de tendéncia central
para definir a distribui¢do de Student.
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Figura 5.1: Tragos das quatro cadeias de Markov gerados para os parametros p, o e v,
coincidindo entre si, o que indica que a amostragem ocorreu de forma uniforme pelo espago
paramétrico

Para analise de convergéncia, além da verificacdo dos tracos, sdo utilizados os graficos de
autocorrelacdo, expostos na Figura 5.2. Nota-se que eles apresentam valores mais altos para
essa estatistica apenas nas primeiras iteracdes, com tendéncia de estabilizagdo imediata antes

da centésima iteracdo. Em resumo, ambas as analises visuais dos tragos e dos graficos de auto-
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correlacdo fornecem indicios que constatam a adequabilidade do modelo aos dados e, portanto,

¢ possivel inferir que ha convergéncia das cadeias.

mu_mu_2 sigma_mu_2 nu_2

000 . s e, s

—0.25-
-0.50
-0.75
-1.00- ;
sigma_2 . mu_1 . nu_1

-0.25-
—0.50-
=0.75-

-1.00-
sigma_1

-0.25-
—0.50 -
=0.75-

-1.00- . . .
0 20 40 60 80 100

Figura 5.2: Os graficos de autocorrelacdo indicam que as cadeias tendem a se estabilizar
bem antes da centésima iteracido

Por corresponder ao objeto de interesse das previsodes, a Figura 5.3 contém as distribuigdes
posteriores para os parametros y, o e v apenas, acompanhadas de seus intervalos a 94% de
credibilidade, e embora se espere um valor de 95%, ressalta-se que esses intervalos foram for-
necidos automaticamente pelo pacote computacional Arviz, utilizado pela biblioteca PyMC3,
e portanto, supde-se que a ndo utilizagdo do intervalo de 95% esteja relacionada a alguma es-
pecificidade do pacote computacional. Na Figura 5.3a, observa-se que p corresponde a uma
distribui¢do normal, cujo desvio padrdo corresponde a cerca de 50 veiculos por hora por faixa.
Isso indica certa variabilidade acerca desse parametro e, ao mesmo tempo, o grau de certeza
conferido a ele por meio da interagio entre a distribuicdo normal proposta a priori e os dados.
Ja o parametro o é descrito por uma distribuicao de forma aproximada a da gama que o gerou,
porém, observa-se que houve deslocamento dos valores mais proximos a zero, contemplados
em sua priori, que variava originalmente de 10 a 1000, a valores proximos a 120 veiculos por
hora por faixa, variando de 103 a 153. Finalmente, a distribuicdo para v corresponde a dis-
tribuicdo exponencial com uma gama extensa de valores, porém, em fun¢do de sua massa se
concentrar proxima a zero, seu valor médio, que é utilizado para definir a distribuicao de Stu-
dent representativa dos dados, costuma ficar préximo a 30. Observa-se adicionalmente que,

por restricdo imposta pela priori, o valor minimo para v manteve-se acima de um.

Na Figura 5.3b, constam os espacos paramétricos com as combinacdes dois a dois entre os
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parametros 1, o e v, em que cada ponto azul corresponde a uma amostra da posterior. Essa
forma de visualizacdo permite conferir se existem regides de curvaturas muito complexas, o
que poderia levar a dificuldades na convergéncia das cadeias de Markov. Neste caso, observa-
se que os espacos posteriores estdo bem distribuidos e apresentam curvaturas suaves. O ponto
laranja, destacado ao centro de cada grafico, representa uma divergéncia encontrada pelo al-
goritmo. Nesse caso, como ele se encontra em uma regido bastante densa para todos os para-
metros, infere-se que se trata de um falso positivo, de forma que sua ocorréncia ndo apresenta

indicativo de falhas de convergéncia.

mu_1 sigma_1

94% HPD 94% HPD
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(a) Distribui¢des posteriores com seus respectivos intervalos a 95% de probabilidade

960 980 1000 1020 1040 1060 1080 960 980 1000 1020 1040 1060 1080 100 120 140 160 180 200
mu_1 mu_1 sigma_1

(b) Espacos posteriores dos parametros combinados dois a dois, a fim de identificar curvaturas com-

plexas. O ponto em laranja representa uma divergéncia, possivelmente um caso de falso positivo
apontado pelo algoritmo de previséo.

Figura 5.3: Distribuicdes posteriores para os parametros y, o e v para a distribui¢do de Student
do fluxo previsto

As udltimas verificacOes sdo apresentadas na Figura 5.4a. Alternativamente as analises de
convergéncia apresentadas, a Figura 5.4 contém previsdes preditivas posteriores. Cada linha
verde corresponde a uma simulagao da distribuigao de Student, gerada a partir de combinacdes
de valores retirados aleatoriamente das distribuicdes posteriores dos parametros p, o e v. A
linha tracejada em laranja corresponde a média dessas previsoes, e a preta, aos dados obser-
vados. A partir das previsoes preditivas posteriores, é possivel notar que houve boa aderéncia
aos dados, o que indica coeréncia com o modelo proposto. Finalmente, utilizando-se as mé-
dias das distribui¢des posteriores para y, o e v, a Figura 5.4b apresenta a distribuigao posterior
como resultado final deste exemplo em questéo, cuja curva tracejada em destaque corresponde
a distribuicdo prevista para os fluxos, e os dados sao representados no histograma ao fundo

para fins ilustrativos.

A anélise visual apresentada até aqui é um modo simples de verificar a convergéncia das
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(a) Conjunto de previsdes preditivas posteriores,  (b) Distribui¢do de Student prevista para os flu-
em verde, feitas a partir de amostras aleatérias x0s, ajustada com os valores médios das distri-
de valores das distribuicdes geradas para y, o e  buicdes posteriores dos pardmetros y, o e v. A

v. Alinha laranja representa a média das previ-  previséo foi feita com velocidade observada pela
sOes preditivas posteriores e a linha preta, o his-  API as 14 horas para o horizonte de previsdo de
tograma dos dados observados. zero minutos do sensor 9.

Figura 5.4: As previsoes preditivas posteriores auxiliam na verificacido da aderéncia das previ-
soes aos dados. Como resultado final, a distribui¢do de Student é ajustada pelos valores médios

depy,ocev

Rodada Amostras Tuning Alvo Conjuntos Porcentagem

1 1000 1000 0.9 27261 98.0
2 1000 1500 0.95 474 1.70
3 1000 2500 099 54 0.20
4 1000 5000 099 10 0.04
5 2500 5000 0.99 16 0.06

Tabela 5.1: Quantidades de conjuntos de dados rodados com diferentes configuragdes

cadeias em inferéncia bayesiana, embora seja pouco pratica no escopo deste trabalho, que
abrange mais de 27000 conjuntos de dados. Nesse sentido, a principal ferramenta de analise
consiste na verificacdo das estatisticas de Gelman e Rubin e dos tamanhos efetivos das amos-
tras. A Tabela 5.1 resume a quantidade de conjuntos de dados que néo convergiram na primeira
rodada de previsdes, seguindo as configurac¢des inicias pré-determinadas, e os resultados das

iteragcdes seguintes em novas configuracdes com cadeias mais longas e alvos mais altos.

Nio se observa, nos dados previstos, um padrio definido que esclareca a diferenca de com-
portamentos de convergéncia entre conjuntos. Embora visualmente os dados parecam condi-
zentes com a verossimilhanca proposta, é possivel que seu tratamento algébrico leve o modelo
a identificar multimodalidade dos dados. Nesse caso, ¢ comum ocorrerem problemas na con-
vergéncia das cadeias e 0 modelo de fato tende a ndo funcionar. Outro fator é que os espagos
posteriores podem apresentar regides de alta curvatura que restringem as transi¢des a regioes
muito densas do espaco posterior. Quando isso acontece, a amostra gera representantes com
alta autocorrelacdo e ndo explora adequadamente o espaco paramétrico, o que torna as amos-

tras ndo representativas para fins de previsao.
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5.2 Implicacdes praticas da distribuicao posterior

As principais aplicacdes decorrentes do método proposto neste trabalho sdo discutidas nesta
Secdo. A Figura 5.5a mostra, sobre o histograma dos dados histoéricos observados para o mesmo
conjunto utilizado na analise da Se¢éo 5.1, a distribuicao de fluxos prevista, com destaque para
a moda da distribui¢do, que nesse caso corresponde também a média, e para o fluxo observado.
A partir desses dois valores, se considerarmos como valor previsto a média de 1026 veiculos
por hora por faixa e o fluxo observado de 805 veiculos por hora por faixa, é possivel calcular
o erro absoluto de 221 veiculos por hora por faixa e erro relativo de 27%. Este erro relativo,
embora pontual, pode ser considerado alto em comparacdo com os erros médios obtidos por
outros métodos de previsdo correntes, conforme apresentado na Tabela 2.1, mas ainda assim,
observa-se que o fluxo observado é contemplado pela distribui¢do posterior, o que indica que

sua ocorréncia ainda é possivel, embora seja menos provavel.

le-3 le-3

= Student(1026,127,28) —=- Fluxo observado = 805
===+ Fluxo observado = 805 Intervalo 95% = [766,1285]

1
1

1 I: 1 ] ] ! 1 1 1
500 1000 1500 2000 500 1000 1500 2000

(a) Distribui¢io final com destaque para o fluxo  (b) Distribui¢io final com o destaque para o inter-
previsto e o fluxo observado valo de 95% de credibilidade

Figura 5.5: Aplica¢des da distribui¢do posterior. No primeiro caso, é possivel calcular medidas
de acuracia, a partir da média da distribui¢do como valor previsto e o fluxo observado. No
segundo caso, é possivel verificar que o valor previsto se enquadra no intervalo de 95% de

probabilidade

Ja aFigura 5.5b apresenta a estimacéo de fluxo de trafego sob outra 6tica: em vez de focar na
acuracia, busca-se o intervalo de credibilidade no qual o valor observado esta inserido. Neste
caso, o valor estimado fica no limite do intervalo de credibilidade de 90.7%. Consequentemente,
o valor observado se manteve dentro de um intervalo de 95% de credibilidade, considerado

como valor de referéncia em analises estatisticas.

Entretanto, é de interesse do pesquisador definir seus proprios intervalos de referéncia e cri-
térios de corte. Na Figura 5.6, observa-se que, para o sensor da SP270, no quilémetro 34 e sen-
tido Leste, com velocidade observada pela APIde 72.8 km/h, as 6 horas de uma segunda-feira, e
para um horizonte de previsdo de 15 minutos, o fluxo médio tende a 1838 veiculos/hora/faixa.
Considerando, hipoteticamente, que fluxos da ordem de 2000 veiculos/hora/faixa sejam cri-
ticos para esta regido, a probabilidade de valores maiores ocorrerem, segundo a distribuicao

obtida para essas condigdes, é de 32%. Nesse caso, intervalos bicaudais a 95% de credibili-
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dade ndo sdo interessantes, ja que o que se busca é a probabilidade da ocorréncia de um valor

extremo.

le-3

500 1000 1500 2000

Figura 5.6: Utilizacdo da posterior sem pretensao de obter valor especifico. O pesquisador pode
definir valores aceitaveis e analisar probabilidades dos eventos possiveis

Outra vantagem do método proposto é que, mesmo para um conjunto de dados com ape-
nas uma observacao, é possivel obter uma distribui¢do posterior. A Figura 5.7 mostra dois
exemplares de previsdes para esses conjuntos. No caso especifico dos conjuntos com apenas
uma observacgio, a medida de escala da distribuicao de Student é regularizada puramente pela
distribuicdo a priori, jA que ndo existe variacdo que possa ser inferida pelos dados. Porém, os
desvios podem apresentar variagdes maiores, como no caso da Figura 5.7b, em que a distribui-

cdo abrange todos os valores possiveis de fluxo.

le-3 le-3

= Student(1289,105,30) = Student(1161,616,3)

4 —=- Fluxo observado = 1433 4 —=- Fluxo observado = 1586
3- 3-
2- 2-
1- ! 1-

1

1

1 -/\

] 1 ! I 1 I 1 I ! 1
500 1000 1500 2000 500 1000 1500 2000
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Figura 5.7: Distribui¢des posteriores geradas a partir de conjuntos de dados com apenas uma
observacéo

A analise individual de cada uma dessas distribui¢des fornece subsidios para inferir as con-
digdes dos fluxos em uma secédo de rodovia pré determinada e sob condi¢des especificas de dia
da semana e horario, em tempo real ou para horizontes proximos. Entretanto, é relevante ob-
servar como essas previsdes se comportam de forma geral, e ndo apenas em nivel individual.
Inicialmente, em func¢ao das diferencas observadas pela comparagao entre previsdes realizadas
com apenas uma observacao, conforme evidenciado na Figura 5.7, torna-se relevante mapear

o efeito do tamanho do banco de dados nos erros de previsao.
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A Figura 5.8 mostra as médias dos erros médios absolutos em funcdo da quantidade de da-
dos usados nas previsoes. Esses erros foram calculados pela diferenca entre valores previstos
e valores calculados para média e desvio padrao dos conjuntos de fluxos observados. Na Fi-
gura 5.8a é possivel ver as previsdes geradas para y a partir de conjuntos de dados com apenas
uma observacao apresentam desvios médios de 126 veiculos por hora por faixa, caindo para 76
para grupos com duas observagdes e progressivamente quanto maior a quantidade de dados.
O mesmo ocorre para os parametros ¢ na Figura 5.8b. Em ambos os casos, essas diferencas
tendem a se reduzir gradativamente até que se estabilizam em uma diferenga minima a partir

de conjuntos de dados com 30 observacdes.
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Figura 5.8: Distribui¢do das médias das diferencas entre valores observados e previstos para
os parametros u e o, agrupados conforme o tamanho do banco de dados

Dos parametros previstos, o e v apresentaram correlacdo negativa de 0.8. Tal correlacéo
pode ser explicada pela propria natureza da distribui¢do de Student, ja que tanto valores bai-
x0s para v quanto valores altos para o estdo relacionados a alta variagao no conjunto de dados.
Sendo assim, é de se esperar que ambos os pardmetros se equilibrem no controle da variabi-
lidade de forma conjunta. Por outro lado, v e o tamanho dos conjuntos de dados apresentam
coeficiente de correlagdo de 0.11. Isso leva a crer que mesmo grupos com maiores quantidades
de dados podem apresentar maiores variancias e gerar, consequentemente, valores menores
para v. Da mesma forma, conjuntos de dados menores ndo necessariamente implicam em

maiores variancias.

5.3 Distribuicao dos parametros i, ce v

Como forma de avaliar os parametros posteriores y, o e v de forma geral, observam-se suas
distribuicdes na Figura 5.9. As distribuicdes normal e exponencial gaussiana se replicam e se
ajustam conforme os dados que as geraram. Isso pode se dever ao fato de as distribui¢des a
priori terem sido geradas por analise exploratéria do banco de dados e, de certa forma, isso
indica que essas prioris sdo representativas dos dados e podem ser utilizadas para previsao de

fluxos veiculares para a regido segundo a qual foram geradas.
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Figura 5.9: Distribui¢do de frequéncias dos pardmetros y, o e v das distribui¢cdes posteriores

Ja o parametro v nao apresenta forma definida semelhante a nenhuma distribuigao conhe-
cida, embora sua distribuicdo também tenha sido compativel com o histograma referente ao
tamanho dos conjuntos de dados de fluxo (Figura 4.3¢c). Essa semelhanca visual pode indicar
forte influéncia dos dados sobre as previsdes, considerando que as prioris foram geradas com

base nos dados.

5.4 Previsoes por sensor

As Figuras 5.10 a 5.19 apresentam os resultados das previsdes realizadas ao longo das duas
semanas, para todos os dez sensores, com intervalos de credibilidade de 50%, 85% e 95% desta-
cados em escala de cinza, para horizontes de previsdo de 15 minutos. Como nio se observou
grande variabilidade entre os perfis dos diferentes horizontes de previsao, as demais previsoes
para horizontes de 0, 30 e 60 minutos constam no Apéndice A. E possivel observar que, na
maior parte dos casos, verificou-se proximidade entre valores observados e previstos. Algu-
mas ressalvas, entretanto, devem ser sinalizadas. Por exemplo, o dia 9 de julho, terca-feira,
foi um feriado regional, e como os dados nao foram agregados de forma a considerar feriados,
consequentemente esse padrdo ndo foi captado pelo modelo. Todos os sensores, exceto o da
Figura 5.16, apresentaram diferencas consideraveis aos sabados, com valores observados em
geral maiores que os previstos. E possivel que isso tenha ocorrido em funcio de mudancas no
padrdo de deslocamento nos fins de semana, ja que os dados histéricos estavam disponiveis
apenas para o periodo de 2011 a 2014, enquanto os dados observados sio de 2019. Ja o sensor
da Figura 5.18 apresentou uma diferenca consideravel entre os valores previstos e observados.
Embora néo se tenha verificado a ocorréncia de nenhum evento atipico ao longo do periodo
de coleta ou alteragdes na infraestrutura viaria préoxima ao sensor em questao, é possivel que
tenha ocorrido alguma atividade de manutencio, em que alguma pista tenha sido bloqueada.
Por fim, é possivel notar, especialmente no caso do sensor da Figura 5.13, que grande parte dos
dados estao faltantes, o que indica que possivelmente houve mau funcionamento desse sensor
durante as duas semanas de coleta. Falhas também podem ser observadas em outros sensores,

por periodos mais curtos.
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Figura 5.10: Previsdes para rodovia SP-021, km 18.3, sentido externo
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Figura 5.11: Previsoes para rodovia SP-021, km 18.3, sentido interno

T
— Previsto
| — Observado
i IP: 95%
o IP: 85%
. IP: 50% ||

7-5 6/7-S 7/7-D 875 97T 10/7-Q 117-Q 12/7-S 13/7-S 14/7-D
Data - Dia da semana

y7s 27T 37Q  47q 5

Figura 5.12: Previsoes para rodovia SP-270, km 34, sentido leste
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Figura 5.13: Previsdes para rodovia SP-270, km 34, sentido oeste
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Figura 5.14: Previsoes para rodovia SP-280, km 16.08, sentido leste
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Figura 5.17: Previsoes para rodovia SP-280, km 27, sentido oeste
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Figura 5.19: Previsdes para rodovia SP-280, km 29.5, sentido oeste
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Todos os Sensores Remocio Sens. 4 e 9

Caso PCIP AMIP PCIP AMIP
Todo o periodo 82.6 693 88.7 705
Remocéo do feriado 83.7 678 89.7 687
Remocio do feriado e fins de semana 85.1 714 922 727

Tabela 5.2: Probabilidade de cobertura do intervalo de previsdao (PCIP, em %) e amplitudes
médias dos intervalos de previsdo (AMIP, em veic./h/faixa), considerando as combinacdes entre
cenarios com a remocéo de sensores com erros, dias atipicos e fins de semana

5.5 Intervalos de previsao

Para analise dos intervalos de previsao, foram utilizadas as métricas de probabilidade de co-
bertura do intervalo de previsdo (PCIP), descrita pela Equacéo 2.10, que reflete a porcentagem
dos fluxos observados que pertenceram aos intervalos previstos, e a amplitude média do in-
tervalo de previsao (AMIP), dada pela Equacgdo 2.11. Ambas as métricas foram calculadas em
relacdo ao intervalo de credibilidade de 95% e estdo apresentadas na Tabela 5.2. Em funcdo dos
efeitos do feriado e fins de semana sobre as previsdes e da ocorréncia de operagdes atipicas
pelos sensores, a analise foi segregada em seis niveis, considerando desde as médias para todas
as previsoes, até os resultados filtrados para as condi¢oes ideais. Assim, a medida que se reduz
o banco de dados apenas para as condi¢des normais e tipicas, ou seja, sem falhas nos sensores
e em dias uteis de semana, é possivel notar melhora nos valores do PCIP, de modo que no
melhor dos casos, este valor atinge 92.2%, frente a 82.6% no caso em que todos os sensores sao

contabilizados por esta métrica.

Os valores para AMIP também tenderam a se reduzir a medida que os resultados foram
filtrados para as condi¢des ideais. Porém, para os casos em que os fins de semana foram re-
movidos, os valores para esta métrica registraram aumento substancial. Isso se deve ao fato
de que os fins de semana tenderam a apresentar intervalos de credibilidade menores, possi-
velmente em funcido de fluxos menores em comparagao com dias uteis, ainda que os valores
observados e previstos ndo tenham coincidido como na maior parte dos dias de semana. Desse
modo, é possivel inferir que os intervalos de credibilidade para dias de semana tenderam a ser

mais amplos do que os de fins de semana, ou seja, apresentaram maior variabilidade.

Idealmente, o valor para AMIP deve ser o menor possivel, de modo que a variabilidade seja
minima para uma previsdo. Ja o PCIP deve atingir um valor aproximado de 95%, que corres-
ponde ao intervalo de credibilidade considerado nessa analise. Ainda assim, esta métrica se
manteve abaixo do esperado mesmo no melhor cenario. Uma alternativa para reduzir o inter-
valo de previsio e, consequentemente, melhorar esses indicadores, seria criar uma variavel de
agregacdo, no momento da geracdo dos grupos de fluxos, que considerasse feriados, eventos
atipicos, ou mesmo vésperas de feriado, para os quais também podem ser propostas prioris

especificas para essas condicdes.
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Todos os Sensores Remocio Sens. 4 e 9

Caso MAPE RMSE  MAPE RMSE
Todo o periodo 17.6 210 14.3 186
Remocéio do feriado 15.1 190 11.9 165
Remocdo do feriado e fins de semana 14.2 189 10.8 160

Tabela 5.3: Erros médios percentuais (MAPE, em %) e erros quadraticos médios (RMSE, em
veic./h/faixa), considerando as combinagdes entre cenarios com a remoc¢do de sensores com
erros, dias atipicos e fins de semana

5.6 Acuracias

Conforme destacado anteriormente, as métricas de acuracia nao consistem no principal atra-
tivo da inferéncia bayesiana, mas sim de seus intervalos de credibilidade conferidos pela dis-
tribuicdo posterior. Ainda assim, convém verificar o comportamento conjunto das métricas de

erros relativos e de erros absolutos, cujas frequéncias estdo distribuidas na Figura 5.20.
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Figura 5.20: Distribuicoes de erros

Verifica-se que maior parte dos erros absolutos se encontram aproximadamente distribuidos
segundo uma distribuicdo normal, de forma simétrica em relacdo a origem, atingindo geral-
mente valores da ordem de até 300 veiculos/hora/faixa. Ja os erros relativos ocorrem com mais
frequéncia até o valor de aproximadamente 40%, atingindo média de 17.6%. Esse valor pode
ser considerado alto em comparag¢do com outros métodos propostos para previsio de fluxo
veicular, conforme evidenciado na Tabela 2.1. Métodos estatisticos usualmente apresentam
erros médios percentuais globais acima de 10%, enquanto os de aprendizado de maquina usu-
almente variam de 5% a 10%. Entretanto, se retirarmos o feriado das analises, o MAPE reduz
para 15.1%, e excluindo-se fins de semana, para 14.2%. De modo analogo, se retirarmos os
sensores 4 e 9, em que se evidenciou a ocorréncia de anomalias na operacéo tipica, os erros
com todos os dados, retirando feriados e retirando fins de semana reduzem para 14.3%, 11.9%

e 10.8%, respectivamente.

A fim de melhor visualizar os resultados obtidos, é conveniente apresenta-los segregados

por sensor e horizontes de previsdo, conforme Figuras 5.21 e 5.22, respectivamente. As trés
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primeiras colunas contém as distribuicdes das médias dos parametros previstos. A primeira
coluna apresenta o histograma dos fluxos previstos e a curva aproximada dos valores de fluxos
observados. Exceto para os Sensores 4 e 9 que apresentaram condi¢des de operacio atipicas,
os demais fluxos apresentaram distribui¢des condizentes com as observagdes, o que indica a
eficacia do método para condi¢cdes normais de funcionamento das rodovias. As trés colunas
seguintes se referem a distribuicdo de erros, que apresentaram uma distribuicdo normal para
erros absolutos, aproximadamente exponencial para erros relativos, e assimetricamente posi-
tiva para as amplitudes. Por fim, a Figura 5.22 indica que néo ocorrem diferencas relevantes
para os diferentes horizontes de previsao, ja que os resultados apresentaram formas semelhan-

tes entre si.

5.7 Consideracodes finais

Neste capitulo foram apresentados e discutidos os resultados das previsdes de fluxo de trafego
geradas a partir de um modelo hierarquico bayesiano. Inicialmente, foi avaliada a conver-
géncia das cadeias de Markov com um exemplo visual seguido da visualizacdo dos espacos
e distribuicdes posteriores dos parametros. Em seguida, foram mostrados exemplos praticos
da utilizacdo das distribui¢des posteriores, com base na analise de acuracia e de intervalos de
credibilidade. Por fim, foram mostradas e discutidas as distribui¢cdes dos pardmetros y, ceve

de erros relativos e absolutos.
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Figura 5.21: Distribuicdo de parametros previstos para cada sensor
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Capitulo

Conclusoes e sugestoes

Este trabalho propos um método de estimacao de fluxo de trafego que forneceu intervalos de
credibilidade para fluxos veiculares a partir de um modelo probabilistico, utilizando velocida-
des obtidas de uma fonte online como dados de entrada. A fim de cumprir este objetivo, os

seguintes objetivos especificos foram atingidos:

1. Validou-se a aderéncia entre dados de velocidade online e dados de sensores;

2. Utilizaram-se dados historicos de fluxo veicular e de velocidade online para gerar distri-

buicoes de fluxo futuras a partir das velocidades observadas em tempo real;

3. Utilizou-se inferéncia bayesiana para prever fluxos viarios, que resultaram em distribui-

cOes de probabilidade para os fluxos previstos.

Essas etapas tornaram possivel responder as perguntas de pesquisa que motivaram o desen-
volvimento deste trabalho, que consistiram em mostrar um modo de utilizar dados velocidade
online para analises de trafego e prever os intervalos de credibilidade de fluxos veiculares a par-
tir de dados de velocidade. Nas secoes seguintes sao apresentadas as conclusdes e principais

contribui¢des deste estudo, bem como as recomendacdes para trabalhos futuros.

6.1 Conclusoes

A maioria dos métodos de previsao de fluxo veicular ndo contempla analise de intervalos de
credibilidade, dando enfoque majoritariamente na validacdo de seus modelos por medidas de

acuracia entre valores previstos e observados. Na previsdo de fluxo veicular, é pouco comum
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a existéncia de abordagens que busquem intervalos de probabilidade que descrevam o com-
portamento dos parametros previstos. Nesse sentido, a principal contribui¢iao deste trabalho
consistiu em gerar previsdes que contemplassem nao apenas previsdes pontuais, mas também

intervalos de probabilidade para previsdo de fluxo veicular.

Dados de velocidade online podem ser obtidos de maneira indireta a partir dos tempos de
viagem fornecidos por API’s de trafego. No caso deste trabalho, esses dados se mostraram
uteis quando aliados a dados de sensores, a fim de incorporar maior volume de informagio a
analise. Como dados fornecidos pela API tém custo por elemento requisitado, a estruturacao
de um banco de dados oriundos unicamente de fontes online poderia se tornar onerosa a um
usuario final. Assim, unir ambas as fontes de informacéao potencializou a capacidade de analise

no escopo deste trabalho.

As velocidades, grandezas fisicas comuns a ambos dados histéricos de sensores e da API
nado devem ser compatibilizadas de forma direta por possuirem naturezas distintas no tempo
e no espaco, respectivamente. Assim, utilizando-se de uma abordagem baseada em dados,
efetuou-se uma regressao linear bayesiana para relacionar ambas as fontes de informacao.
Dessa forma, a cada velocidade calculada pela API, conseguiu-se associar um intervalo de

velocidades equivalentes de sensores.

A obtencao desses intervalos possibilitou agregar velocidades representativas de condicoes
semelhantes segundo as quais foram geradas. Os subconjuntos gerados foram filtrados no-
vamente de forma que condicOes referentes a dia da semana e horario do dia refinassem o
nivel de informacdo a eles atrelada. A projecao desses conjuntos em horizontes de previsao de
curto prazo possibilitou gerar distribui¢cdes de fluxo que se configuraram como distribuicées
de forma aproximadamente normal, com desvios alocados simetricamente ao redor da média.
No caso deste trabalho, optou-se por adotar uma distribuicdo de Student por permitir maior

flexibilidade ao lidar com valores distantes da média.

A partir da analise exploratoéria de todos os conjuntos de fluxos, foi possivel propor distri-
buicdes de parametros que pudessem ser incorporadas a analise bayesiana. Mesmo com um
banco de dados extenso, observou-se a pequena quantidade de dados para alguns intervalos
especificos, especialmente para velocidades mais baixas, que podem estar associadas a eventos
atipicos e, por isso, ndo acumulam grande niimero de observacdes. Em comparagido com os
métodos usuais baseados em dados, um grande trunfo do método proposto foi possibilitar, por
meio da incorporacao da informagao a priori, que as previsdes pudessem ser realizadas apesar
da restricao da quantidade de informacdes disponiveis. Este trabalho mostrou ainda que previ-
sOes realizadas com conjuntos contendo mais de 30 observacgdes tenderam a ser influenciadas
majoritariamente pelos dados, com reduzida influéncia das prioris. Isso indica que as previsoes
tendem a sofrer influéncia mais direta das prioris antes de os tamanhos dos conjuntos de dados

atingirem esses patamares.

Embora genérico, o modelo é robusto para os sensores ou regido de ocorréncia a que se
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referem, porque suas prioris puderam ser utilizadas para diferentes localidades, horarios e
condi¢des de trafego. Entretanto, é importante reforcar que essas distribui¢des foram gera-
das a partir de dados de trafego de rodovias geometricamente similares, com ao menos duas
faixas, localizadas na mesma regiao geografica, além de apresentarem velocidades maximas
regulamentadas entre 80 e 120 km/h. Por este motivo, ndo é possivel afirmar que os valores

das prioris podem ser estendidos para vias onde tais condi¢cdes ndo forem observadas.

A utilizacdo da distribui¢do de Student para descrever fluxos se mostrou bem sucedida para
os objetivos a que se propos, de modo que 98% dos conjuntos de dados convergiram logo na
primeira configuragio inicial proposta. Apesar de os outros 2% dos conjuntos de dados terem
convergido nas rodadas seguintes sob novas configuragdes, é possivel que alguns dos conjun-
tos de dados tenham falhado em convergir para a distribuicio de Student por nao apresentarem
padrdes capturaveis pelo modelo, como uma possivel bimodalidade. Isso reduz a robustez do

modelo e sugere que atencdo deve ser dada caso se observe a multimodalidade.

Esse modelo é indicado para obter referenciais acerca da incerteza, ou da variabilidade para
a previsao de fluxo veicular, em detrimento unicamente da acuracia. Nesse sentido, ndo se faz
necessaria a utilizacdo de um valor especifico da amostra, e nem cabe ao modelo classificar
um valor previsto como certo ou errado, mas sim, garantir que as previsdes estejam dentro de
um intervalo provavel. Sendo assim, nao é pretensao deste trabalho comparar o modelo pro-
posto com outros métodos a fim de averiguar sua superioridade ou inferioridade. Desse modo,
sugere-se utiliza-lo tanto individualmente quanto como recurso adicional a outros métodos de
previsao, a fim de garantir que valores previstos por outros métodos se encontrem dentro de

um intervalo de valores provavel.

Por fim, pode se concluir que a principal contribui¢do deste trabalho foi a criagdo de um
método de agregacdo de fluxo de dados, aliando um banco de dados de fluxos e velocidades
historicos a dados online de velocidade, que permitiu incorporar variabilidade e incerteza e
nao necessitou de grandes quantidades de dados, podendo ser estendida para regides locais

que apresentem condicdes semelhantes.

6.2 Recomendacdes para trabalhos futuros

O método proposto nesse trabalho evidenciou a necessidade de estabelecer distribuicoes a
priori informativas para o modelo. Reconhecendo sua relevéncia, sugere-se buscar prioris mais
especificas pela incorporacdo de caracteristicas a serem exploradas por outros métodos nos
conjuntos de fluxos. Com novas prioris, é possivel comparar futuramente os novos métodos
por meio do fator bayesiano ou outras técnicas de comparacio de distribuicdes a posteriori
contempladas na estatistica bayesiana, a fim de obter uma avaliacido quantitativa da qualidade

entre modelos.

Por outro lado, além da implementacgao de outros modelos bayseianos, sugere-se associar o
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método proposto a outros métodos correntes de previsdo. Dessa forma, é possivel validar os
valores previstos por esses modelos considerando os intervalos de credibilidade previstos por

inferéncia bayesiana, além de incorporar a incerteza a essas previsdes.

Fatores exdgenos, como trancamento de pista e incidentes de transito e alteragdes climati-
cas, como chuvas intensas, podem ser considerados como variaveis de entrada adicionais ao
modelo de previsdo. Para tanto, indica-se gerar bancos de dados especificos para as ocorrén-
cias que buscam prever, o que consiste por si s6 como tarefa custosa e de dificil execucdo. Tal

procedimento tem o potencial de tornar o modelo mais robusto, embora mais complexo.

E possivel que parte dos conjuntos cujas previsdes nio renderam resultados confiaveis se-
jam afetados por padrdes nao representados pela distribuicdo de verossimilhanga proposta,
como multimodalidade. Nesse caso, outra abordagem poderia ser proposta, como uma mis-
tura gaussiana, por exemplo, a fim de capturar esse comportamento, o que pode aumentar o

nivel de complexidade do modelo, mas ao mesmo tempo trona-lo mais robusto.

Por fim, recomenda-se implementar o procedimento de atualizacdo da posteriori quando
da adicdo de novos dados observados. A inferéncia bayesiana possui o recurso de incorporar
novas informacdes as previsdes passadas sem necessariamente ter de incluir todos os dados
novamente. Isso confere praticidade em atividades de monitoramento de rodovias, por exem-
plo, que contam com fluxo continuo de geracdo de dados e podem se utilizar desses intervalos

de fluxo para complementar o monitoramento em tempo real.
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APENDICE

Previsoes

Graficos das previsdes ao longo das duas semanas separados por sensor, contendo horéarios

das 6 as 20 horas, para horizontes de previsdo de 0, 30 e 60 minutos, respectivamente.

e —— Previsto |
Ra| —— Observado |
& 1500 P: 95% |
~ " H
g 1P: 85%
2 1000
o}
2
& 500
=
[:-. i I I

7S 27T 37Q 47Q  57S 6/7s 77D 878 97T 1o/7-Q 1U7-Q 1278 13/7S 14/7D

Data - Dia da semana
S S S S

= —— Previsto |
Ra] —— Observado |
& 1500 P: 95% |
-~ . |
| | 1P: 85%
‘21000 Dt i o 1 ol ! L LA 9 L ) : 50%
@ il i | N ] i PR
2
2 s00
=
= ' AR BE IRRREEE AR RN AR R

“17s 2 57s 6§78 77D ®7S 97T 1o/7-Q 11/7-Q 12/78 13/7S 14/7D

Data - Dia da semana
S S S S

e —— Previsto |
Ra] —— Observado |
8 1500 1P: 95% |
=] P: 85%
S
= 1000
T
2
S s00
=
LL' i I

7S 27T 3/7-Q ‘4,'7—(_)‘ 575 678 77D 875 97T 10/7-Q 11/7-@ 12/7-S 13/7.S 147D
Data - Dia da semana

Figura A.1: Previsoes para Sensor 1 na SP-021, km 18.3, sentido externo
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Figura A.3: Previsdes para Sensor 3 na SP-270, km 34, sentido leste
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Figura A.7: Previsdes para Sensor 7 na SP-280, km 27, sentido leste
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Figura A.9: Previsdes para Sensor 9 na SP-280, 29.5, sentido leste
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Figura A.10: Previsdes para Sensor 10 na SP-280, 29.5, sentido oeste



