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RESUMO

Selmini, A. M. (2001). Aplicagéiio de Redes Neurais Artificiais e Filtro de Kalman
para Redugdio de Ruidos em Sinais de Voz. Sao Carlos, 2001. Dissertagdo (mestrado)

— Escola de Engenharia de Sdo Carlos, Universidade de Sao Paulo.

A filtragem, na sua forma mais geral, tem estado presente na vida do homem ha
muito tempo. Com o surgimento de novas tecnologias (surgimento da eletricidade e a
sua evolugdo) e o desenvolvimento da computagdo, as técnicas de filtragem passaram
a ser utilizadas largamente na engenharia para a filtragem (separagdo) de sinais
elétricos. Normalmente, os sistemas de comunicagdo (telefonia movel e fixa, sinais
recebidos de satélites e outros sistemas) contém sinais indesejaveis responsaveis pela
degradagdo do sinal original. Dentro deste contexto, este projeto de pesquisa
apresenta um estudo do algoritmo Filtro Duplo de Kalman Estendido, onde um filtro
de Kalman e duas redes neurais sdo empregados para a redugdo de ruidos em sinais
de voz. O algoritmo estudado foi aplicado ao processamento de um sinal corrompido
por dois tipos de ruidos diferentes: ruido branco gaussiano e ruido branco ndo
estacionario, conseguindo-se bons resultados. Uma melhora sensivel do sinal filtrado
pode ser conseguida com técnicas de pré-filitragem do sinal. Neste trabalho foi
utilizado o filtro de médias para a pré-filiragem, obtendo um sinal filtrado com ruido

musical de baixa intensidade.

Palavras-chave: Filtro de Kalman, Filiro de Kalman Estendido, Redes Neurais

Artificiais, Redes RBF.
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ABSTRACT

Selmini, A. M. (2001). Application of Artificial Neural Networks and Kalman
Filtering for Reduction of Noise in Speech Signals. Sdo Carlos, 2001. Dissertagao

(mestrado) — Escola de Engenharia de Sdo Carlos, Universidade de Sao Paulo.

Filtering in it’s most general kind has been present in men’s life for a long time. With
the appearance of new technologies (appearance of electricity and it’s evolution) and
the development of the computer science, the filtering techniques started to be widely
used in engineering to the filtering (separation) of electric signals. Normally the
communication systems (fixed and mobile telephony, signals sent from satellites and
other systems) bring undesired results responsible for the degradation of the original
signal. Within this context, this research project shows a study of the algorithm Dual
Extended Kalman Filtering, in which a Kalman filter and two neural networks are
used for the reduction of noise in speech signals. The algorithm studied was applied
to the processing of a signal corrupted by two types of different noises: gaussian
white noise and non stationary white noise obtaining good results. A significant
improvement of the filtered noise can be obtained with techniques of pre-filtering of
the signal. In this research the average filter for a pre-filtering was used, obtaining a

filtered signal with musical noise of low intensity.

Keywords: Kalman filter, Extended Kalman filter, Artificial Neural Networks,

Networks RBF.



Capitulo 1

Introducéo

1.1. Motivacao

A filtragem na sua forma mais geral tem estado presente na vida do
homem a muito tempo. Inicialmente a filtragem surgiu com o objetivo de separar
componentes de misturas, ou seja, a partir de misturas contendo componentes
indesejaveis o homem sentiu necessidade de separar estes componentes para
assegurar a sua propria sobrevivéncia.

Com a evolugio do homem, o surgimento de novas tecnologias

(surgimento da eletricidade e sua evolugdo) e o desenvolvimento da computagdo, as



técnicas de filtragem passaram a ser utilizadas largamente na engenharia para a
filtragem (separagiio) de sinais elétricos. Normalmente, os sistemas de comunicagio
(telefonia movel e fixa, sinais recebidos de satélites e outros sistemas) contém sinais
indesejaveis responsaveis pela degradagdo do sinal original. Dessa forma, vérios
cientistas comegaram a pesquisar técnicas e aperfeicoar as ja existentes para a
redugio de ruidos em sinais das diversas areas como citado acima.

Varias técnicas foram desenvolvidas, dentre elas: filtros de freqiiéncia
seletiva (filtro de Butterworth, Chebyshev, Eliptico), filtros otimos (filtros de Wiener
e de Kalman) e recentemente, a aplicagdo de redes neurais artificiais configuradas
como filtro para a redugiio de ruidos. Dentre essas técnicas, tanto a filtragem de
Kalman quanto as redes neurais artificiais tém produzido resultados eficientes e

satisfatorios quanto a qualidade e a inteligibilidade do sinal resultante.

1.2. Objetivos

Com base nesse contexto e principalmente no grande desenvolvimento de
sistemas baseados em sinais de voz (compressdo, analise e sintese), este trabalho
apresenta um estudo e a implementagdo de uma técnica baseada no filtro de Kalman
e em redes neurais artificiais para a redugéo de ruidos em sinais de voz.

O algoritmo estudado foi desenvolvido pelos pesquisadores americanos
WAN & NELSON (1998b), onde dois filtros de Kalman juntamente com uma rede
neural sdo empregados para a filtragem de sinais de voz. No trabalho proposto, sera
estudado o emprego das redes RBF (“Radial Basis Function™) com fungdes de

ativagdio do tipo gaussiana a este algoritmo. Como as redes RBF juntamente com as
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redes MLP (“Multilayer Perceptrons”) sdo consideradas aproximadores universais
de fungdes, teoricamente sdo redes equivalentes PARK & SANDBERG (1991). Os
dois modelos apresentam varias diferengas, cada um com suas vantagens ¢
limitagdes. Uma das principais vantagens das redes RBF sobre as redes MLP ¢ o
tempo de treinamento da rede, que por sua vez ¢ mais rapido.
Para o desenvolvimento e a implementagio do algoritmo as seguintes
etapas foram realizadas:
1. Estudo do processo de formagio da voz, sua propagagao e a teoria de
predigdio linear para sinais de voz;
2. Estudo das principais técnicas e algoritmos para filtragem de sinais
de voz;
3 Estudo detalhado do filtro de Kalman e sua aplicagio em sistemas
lineares e ndo-lineares;
4. Estudo das redes neurais artificiais e suas aplicagbes em
processamento digital de sinais de voz;

5. Implementagdo do filtro de Kalman e de redes neurais artificiais.

1.3. Organizacio do trabalho

Esta dissertagdo esta dividida em 7 capitulos:

1. Introdugdo;

2. Modelo Fisioldgico de Produgio de Voz e Predigdo Linear;
3. Enriquecimento de Sinais de Voz;

4. Filtro de Kalman;



5. Redes Neurais Artificiais;
6. Filtro Duplo de Kalman Estendido;

7. Conclusoes.

No capitulo 2, sdo apresentados os principais topicos relacionados ao
processamento digital de sinais de voz tais como: modelo fisiologico de produgao,
representagdo (formas de onda para os sons sonoros ¢ surdos) e o modelo de predigdo
linear, utilizado para representar o sinal quando da utilizagdo do filtro de Kalman.

O capitulo 3 ¢ responsavel pela descrigio de duas técnicas de filtragem
muito empregadas em processamento digital de sinais de voz: a subtragio espectral
de poténcia e o filtro de Wiener.

No capitulo 4, é apresentada a teoria do filtro de Kalman, sua utilizagdo,
suas equagdes, propriedades, caracteristicas e problemas que possam ser encontrados
quando o filtro ¢ utilizado.

O capitulo 5 traz a teoria das Redes Neurais Artificiais. Neste capitulo €
apresentada a definigdo de redes neurais, suas semelhangas com o cérebro humano e
as principais técnicas de aprendizagem. Em seguida ¢ apresentado um resumo sobre
as redes com multiplas camadas, com o seu algoritmo de retropropagagao € as redes
RBF que serdo utilizadas neste trabalho.

A descri¢do do algoritmo implementado ¢ apresentada no capitulo 6. Este
capitulo também apresenta os resultados da avaliagdo do algoritmo proposto. Os
testes foram realizados com dois tipos de ruidos: ruido branco gaussiano e ruido

branco nio estacionario. Em um terceiro teste foi realizado uma pré-filtragem no



sinal para auxiliar na redugdo do ruido antes de se aplicar o filtro de Kalman e
melhorar as estimativas iniciais do sinal.

Finalmente, o Capitulo 7 retne as conclusdes do trabalho desenvolvido e
algumas idéias que foram surgindo ao longo do desenvolvimento do projeto e que

serdio propostas para trabalhos futuros.



Capitulo 2

Modelo Fisiologico de Producio de Voz

e Predicao Linear

2.1, Introduciio

Este capitulo tem por objetivo apresentar o modelo fisiologico para a
produgiio de sinais de voz, bem como, o modelo matematico que representa a forma
de onda desses sinais.

Para aplicagdes em sistemas para voz, tais como: analise e sintese,
enriquecimento para aplicagdes em sistemas de telefonia celular, reconhecimento e
outras aplicagdes, é necessario entender o processo de formagéio da voz e técnicas de

processamento digital de sinais. O capitulo inicia-se com uma breve introdugdo a



teoria actstica, lembrando que, o objetivo deste capitulo ndo é desenvolver um
estudo da teoria acustica e sim apresentar uma breve nogdo sobre a produgdo de
sinais de voz bem como o seu modelo matematico.

O capitulo se encerra com a teoria da predigéo linear aplicada a sinais de
voz para a sua representagdo quando da utilizagdo do filtro de Kalman. Neste topico
sio abordados dois métodos para a determinagdo dos coeficientes de predigdo para

modelos de sinais de voz: o método da autocorrelagdo e o método da covaridncia.

2.2. Modelo Fisiologico de Produgiio de Voz

Os sinais de voz sdo formados por uma seqiiéncia de sons que por sua
vez representam a informagdo transmitida RABINER & SCHAFER (1978). Cada
lingua apresenta regras diferentes para o arranjo desses sons. O estudo dessas regras
de linguagem é denominado lingiiistica e o estudo dos sons é chamado fonética.

A figura 2.1 mostra o esquema do aparelho fonador humano.

A voz ¢ uma onda de pressdo aclstica que se origina a partir de
movimentos voluntarios dos o6rgios vocais humanos DELLER et al. (1993). O
aparclho vocal humano pode ser considerado um tubo acustico, tendo um
comprimento aproximado de 17 ¢cm. De acordo com a figura 2.1, o aparelho vocal
inicia-se nas pregas vocais, onde o ar vindo dos pulmdes ¢ modificado pelo trato
vocal, e termina nos labios por onde o ar é irradiado. Outro componente muito
importante durante o processo de fonagio ¢ o véu palatino. Este componente
desempenha papel importante durante a geragdo de sons nasalados. Para a geragdo

destes sons o véu palatino é baixado e o trato nasal ¢ acoplado acusticamente ao trato



vocal gerando sons nasais. Da mesma forma, durante o processo de sons ndo nasais,
a cavidade nasal é bloqueada pela agdo do véu palatino de modo que nenhum som

seja irradiado pelo nariz,

cavidade nasal o,
cavidade bucal s
labios e
lingua
palato duro .
véu palatino B
palato mole
laringe

9. esofago

10. traquéia

11. pregas vocais

PR R D

FIGURA 2.1 — Aparelho fonador humano.

A figura 2.2 mostra o diagrama em blocos do processo de produgio da
voz humana.

No processo de fonagdo, o ar armazenado nos pulmoes € expelido
passando pelas pregas vocais, que por sua vez vibram, constituindo dessa forma a
fonte de excitagiio para a produgdo de sons. No trato vocal este fluxo de ar sofie
influéncia das estruturas ressonantes, produzindo deste modo diferentes sons da fala.

Estes sons gerados pelo sistema vocal, em resposta a excitagdo das

pregas vocais, podem ser classificados em trés classes de acordo com o modo de
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excitagdo: sons sonoros, fricativos e plosivos RABINER & SCHAFER (1978)
PARSONS (1987).

Os sons sonoros sio resultantes da passagem do ar vinda dos pulmdes e
forgados na glote (abertura entre as pregas vocais). Durante a passagem do ar, as
pregas vocais vibram (abrem e fecham) de forma oscilatoria produzindo pulsos quase
regulares responsaveis pela excitagdo do trato vocal, que por sua vez produz sons
periddicos. A taxa de vibragdo das pregas vocais depende de um conjunto de
caracteristicas do locutor, tais como: sexo, idade, pressdo do ar nos pulmoes e
também do comprimento, espessura e da tensdo das pregas vocais JOAQUIM (1988).
Quanto maior a tensdo nas pregas vocais, maior sera a taxa de vibragdo, que por sua

vez ¢ definida como a freqiiéncia fundamental da voz. Exemplos de sons sonoros:

[a], [i], [e].
[ ,
5 saida
B i e som
\\‘ | \ ‘..l \
g e il ot .\ 4y nasal
| I]'1‘§"l| 1/ A' / Iy,
,,f——— ! ‘ veu p'll'mno saida
| k: de som
[ cavidade cavidade oral
cordas [ ~ da faringe ., onl —
vocats i W lingtia A\ B,
:.'_’.n; ‘E__\_‘
]
i §pios i
i ;lmquem
! .
b
i i
i
i pulmoes

.\AS_\A_L,L-L\ S S

a—-—r—n—w--'v\-v*‘

_ |
i

lor¢a

FIGURA 2.2 — Diagrama em blocos do processo de produgio da voz DELLER et al.
(1993),
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Na produgio de sons fricativos, as pregas vocais mantém-se abertas e em
algum ponto do trato vocal forma-se uma constrigdo. Em seguida, uma quantidade de
ar forcada através desta constrigio produz uma “turbuléncia”. Esta turbuléncia por
sua vez constitui uma fonte de excitagdio para o trato vocal, que em resposta a esta
excitagiio, gera sons fricativos. A forma de onda dos sons fricativos ¢ semelhante a
um ruido branco. Os sons fricativos podem ser divididos em dois grupos: fricativos
sonoros, onde ocorre a vibragdo das pregas vocais e fricativos surdos, onde ndo
ocorre a vibragiio das pregas vocais. Exemplos de sons fricativos sonoros: [z], [v] e
fricativos surdos: [s], [f].

Os sons plosivos sio resultantes de um fechamento completo da regido
do trato vocal na dire¢io dos labios. A pressdo do ar é aumentada no ponto do
fechamento e subitamente liberada. Estes sons sdo caracterizados por um instante de
siléncio seguidos de uma “explosdo”. Exemplos desses sons sao: [p], [b], [t].

De acordo com o exposto até este ponto, a geragio de sinais de voz pode
ser composta por trés partes, conforme indica a figura 2.3. As trés partes do processo
sdo: fonte de excitagdo, trato vocal e radiagao.

A fonte de excitagdo € responsavel por excitar (alimentar) o trato vocal que
por sua vez atua como um filtro acustico, variante no tempo, que modela o sinal de
voz através da acdio de seus articuladores. Por tltimo este sinal € irradiado pela boca

ou nariz.

fonte de

_ pl trato vocal ) radiagdo
excitagdo

FIGURA 2.3 — Etapas do processo de produgio de voz JOAQUIM (1988).
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2.3. Representacio de Sinais de Voz

A figura 2.4 apresenta a forma de onda de dois sons apresentados na
se¢do anterior.

Analisando a figura 2.4, percebe-se claramente que a forma de onda pode
ser separada em duas componentes: uma delas apresenta sinal semelhante a um ruido
branco (sons surdos) enquanto que a outra componente apresenta sinais periodicos
(sons sonoros). Para os sons surdos percebe-se uma variagéo aleatoria da amplitude
do sinal em relagdio ao tempo. Para os sons sonoros (periodicos), o intervalo de

C ) - : , I
tempo de repetigio é chamado periodo de tom (71') ou pifch e o seu inverso T €

chamado de freqiiéncia fundamental RABINER & SCHAFER (1978).

As freqiiéncias predominantes, que sdo ressaltadas pelas cavidades
ressonantes na produgdo de sons sonoros, sio chamadas de freqiiéncias formantes,
enquanto que a fonte de excitagdo é denominada de fonte primaria.

No espectro para sons surdos, a fonte primaria de excitagdo ¢ semelhante
a um ruido branco que por sua vez gera um sinal cuja forma de onda ¢ semelhante a

um ruido branco (sem periodicidade).

2.4. Modelo de Produciio de Voz

Durante muito tempo os cientistas visaram entender e reproduzir o
processo de produgdo da voz, pois este representa o meio basico de comunicagdo. As
primeiras tentativas de construir um modelo semelhante ao nosso trato vocal

resultaram em maquinas mecanicas para a produgdo de voz que com o tempo e novas



______

-
.ll..kl:lnnll...lln»l.li

fl\.ﬁlrh!flllir“unﬂ.]f
I.n.lfl'\llllil\.l!l\.ulﬂ.

[t 1 1 1 1 T

m oW % 5 o

o o 0 ]
apnydwy

(a)

________

FIGURA 2.4 — (a) Forma de onda para um som sonoro
s
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técnicas levaram a construgdo de sistemas elétricos. Atualmente os sistemas sdo
baseados em modelos matematicos DELLER et al. (1993).

O primeiro documento relatando esforgos para conseguir reproduzir os
sons da voz data de 1779 por C. G. Kratzenstein, na tentativa de produzir e explicar
as diferengas entre as vogais. Desde entdo, varios resultados de pesquisas foram
surgindo procurando reproduzir o trato vocal. Durante o século XIX, varios sistemas
mecanicos foram apresentados com o objetivo de modelar e sintetizar sinais de voz.
O século XX ¢é caracterizado por modelos elétricos, principalmente pelo surgimento
dos circuitos e sistemas baseados em computador.

O processo de formulagio matematica da produg¢do de voz é uma
conseqiiéncia da construgdo de aparelhos elétricos e mecédnicos. Este processo
matematico € importante pois fornece a base para aplicagdes em analise e sintese de
sinais de voz, codificagdo, enriquecimento e reconhecimento. O sistema de produgio
da voz € um processo complexo descrito por um conjunto de equagdes diferenciais
que descrevem a propagacdo do ar no trato vocal. Este por sua vez depende de um
conjunto de caracteristicas tais como DELLER et al. (1993):

e natureza e forma variante do sistema vocal;

e cavidade nasal,

e efeitos das paredes do tecido do trato vocal,

o efeitos provocados pela combinagdo da estrutura subglotal (pulmdes e

traquéia) com as estruturas ressonantes do trato vocal.

O modelo linear apresentado a seguir foi proposto por Fant na década de
60 FANT (1960). Todo o desenvolvimento das equagdes e topicos da teoria acustica

sdo mostrados em FANT (1960) e FLANAGAN (1972).
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Como mostrado nas se¢des anteriores e na figura 2.3, o processo de
produgio de voz pode ser dividido em trés partes. Dessa forma, existem trés
componentes separadas para modelar: fonte de excitagdo, trato vocal e radiagéo,

como mostra a figura 2.5.

e(k) — x(k)
—p!| Modelo Glotal p»| Modelo do trato RE’id'laf;aO dos }
G(z) vocal: M(z) labios: R(z)

FIGURA 2.5 — Modelo linear de produgéo da voz FANT (1960), JOAQUIM (1988).

O sinal e(k) apresentado na figura 2.5 é um sinal de excitagio que
depende das caracteristicas do sinal de voz. Quando o sinal de voz apresenta
caracteristicas sonoras, o sinal de excitagiio e(k) assume a forma de pulsos periddicos
separados pelo periodo de tom. Quando o sinal de voz apresentar caracteristicas nao-
sonoras, o sinal e(k) assume a forma de um ruido.

O fluxo de ar que passa pelo trato vocal através da glote € modelado por
um filtro passa-baixas com uma freqiiéncia de corte de aproximadamente 100 Hz,

com uma fungdo de transferéncia dada por:

1

sendo G(z) a transformada z do sinal g(kT) amostrado a cada 7' segundos.



O trato vocal pode ser modelado por um filtro somente com polos com 7
freqiéncias formantes (f,) que representam as ressonancias do trato vocal. A

equagio do filtro somente com polos € descrita por:

P(z)=— ! 2.2)
Il {1 —2¢™" cog(b, 1)z +e’m"'f'z*2}
i=1

: b
a n-ésima freqiiéncia pode ser calculada por: f, = —.

A terceira parte do modelo linear consiste no processo de radia¢do dos
sons pelo labio através do qual o sinal de voz se torna uma onda de pressdo acustica.

A equagdo que descreve o modelo de radiagdo dos labios é apresentada abaixo:
Li)=1-z" (2.3)

Combinando os trés modelos apresentados acima tem-se que:

G2V (2)(2) = - (=z) (2.4)
(1-e z“){ (172(‘"lr cos(h 1)z ' +e " z 2)}

i=1
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De acordo com FANT (1960), o numerador da equagao pode ser

e — 2 . r . .
cancelado com o termo (1—e‘Tz ')' pois ¢T' ¢ geralmente muito menor que I,

fazendo com que o modelo se transforme em um filtro somente com polos com uma

fungdio de transferéncia dada pela equagao:

1

(l—e"Tz"){ (1*28_0'7‘ cos(h,T)z™" +e 2 z 2)}
i=1

G(zWV (2)L(z) = (2.5)

O modelo linear de produgdo da voz mostrado na figura 2.5 e descrito
pela fungdo de transferéncia dada pela eq (2.5) pode ser representado

matematicamente por:

1
X(2)= ME(Z) (2.6)

sendo que ¢ um filtro linear somente com pdlos, variante no tempo definido

pela eq. (2.7):

L
A(z) iaz"

i=0

— GV (2)L(2) 2.7)
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sendo a, =1. O filtro representa o comportamento espectral da voz.

(z
Resumindo, tem-se que o sinal de voz pode ser representado por uma
finica fungdio de transferéncia somente com polos que combina os modelos glotal, do

trato vocal e da radiagdo pelos labios.

2.5. Predigiio Linear de Sinais de Voz

O modelo de predigio linear representa uma poderosa ferramenta
matematica para a analise de sinais de voz. De acordo com este modelo a amostra de
um sinal pode ser expressa em termos de suas amostras passadas, ou seja, como uma
combinagdo linear de seus valores passados. O sinal € modelado por um filtro
somente com polos, denominado filtro preditor linear, cujos coeficientes sdo obtidos
de modo a minimizar o erro quadratico médio entre as amostras originais € as
amostras preditas.

A predigio linear e suas aplicagdes tém sido reportadas em varios
trabalhos desde 1968 e utilizadas principalmente em engenharia, nas areas de
controle, teoria da informagdo, identificagdo de sistemas ¢ estimacdo de sinais. A sua
ampla aplicabilidade deve-se principalmente a sua capacidade para apresentar
estimativas precisas utilizando representagdo do sinal com baixa taxa de bits, sendo
ideal para o armazenamento da informagdo. Outra caracteristica importante desse
método ¢ a simplicidade, velocidade ¢ precisdo dos calculos, fazendo com que este
método se torne uma das principais técnicas de analise e sintese de sinais de voz

JOAQUIM (1988).



18

A figura 2.6 representa o modelo linear para a produgio de sinais de voz

descrito nas segdes anteriores. De acordo com o diagrama em blocos da figura 2.6, o

sistema ¢ excitado por um trem de impulsos para a geragio de sinais de voz sonoros

e por uma seqiiéncia de ruido branco para a produgdo de sons surdos.

sinal
SONoro

sinal
surdo

periodo pitch

gerador de
impulsos

gerador de
ruido branco

chaveamento
sonoro/surdo

e

estimativa
do ganho

pardmetros do
trato vocal

filtro
somente
com polos

sinal de voz
—

FIGURA 2.6 — Modelo geral discreto no tempo para produgio de sinais de voz.

Como visto em segdes anteriores, o modelo de produgdo linear de sinais

de voz ¢ constituido basicamente por trés partes combinadas: modelo glotal, modelo

do trato vocal e radiagio pelos labios, que sdo agrupados em um filtro digital

recursivo, cujos coeficientes sdo facilmente obtidos através do método de predigao

linear. O diagrama em blocos da figura 2.7 mostra o esquema de um filtro digital

somente com polos utilizado na produgio de sinais de voz.

equagao:

A fungdo de transferéncia para o filtro preditor ¢ dada pela seguinte
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A
1-A(z)=-) a,z" (2.8)
i=1

sendo @, =1, M a ordem do filtro (nimero de coeficientes do filtro preditor linear) e

z" representa a unidade de atraso. A escolha da ordem do filiro depende de um
conjunto de caracteristicas, sendo as principais: a natureza do som e ressonancia do
trato vocal. Um valor estipulado para M deve estar compreendido entre 8 e 12
JOAQUIM (1988).

As equagdes que definem o modelo do filtro digital somente com polos

sdo dadas por:

_ 1 Y
X(z)= A2) 1(z) (2.9)
E(z)=A(2)X(2) (2.10)

e(k) 1/ A(z) ¥ (k)
() »

A *i a(iyx(k —i)

Preditor linear
de ordem M

FIGURA 2.7 — Preditor linear de ordem M.
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A eq. (2.9) € a equagdo de sintese, enquanto que a eq. (2.10) é a equagio
de analise. X(z) representa a transformada z do sinal de voz original x(k). A fungio
de transferéncia /5(z) ¢ a transformada z da fungio de excitagio do filtro digital. Além
do modelo auto-regressivo (AR) empregado neste trabalho, outros modelos podem
ser empregados, dentre eles: auto-regressivo média movel (ARMA) e o média movel
(MA).

A fungdo de excitagdo, dependendo do som, pode assumir a forma de

impulsos periodicos para a produgio de sons sonoros ou ruido branco para a

produgdo de sons surdos. A fung¢do de transferéncia define o filtro somente

com polos e A(z) € um filtro FIR (somente com zeros) representado pela seguinte

equagao:
M )
A(z)=1+) az” (2.11)
i=l1

Substituindo a eq. (2.11) em (2.10) tem-se que:

E(z)—(lnLiar.z" )X(z) (2.12)

Tomando-se a transformada z inversa da equagdo acima tem-se que:
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e(k) = x(k) + i a x(k — i) (1%

Pela analise da eq. (2.13), observa-se que o preditor linear € formado por

uma combinagao linear dos valores atuais do sinal de voz x(k) e valores passados da
amostra x(k —i). A amostra predita do sinal de voz X(k), de acordo com o preditor

linear de ordem M mostrado na figura 2.7, ¢ dada por:

(k) = —i a x(k —i) 2.14)

O modelo de predig¢ao linear descrito pela eq. (2.14) sera utilizado para
representar o sinal quando da utilizagdo do filtro de Kalman. O filtro utiliza espagos

de estados e o modelo de predigao utilizado para representar o sinal ¢ dado por:
x(k)=A(k—Dx(k—1) (2.15)

sendo A a matriz de transi¢ao de estados representada por ANDERSON & MOORE

(1979):

F_“] o —dy Ty |
1 0o - 0 0
A=l 0 I 0 0 (2.106)
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sendo a, os coeficientes de predigdo linear determinados de modo a minimizar o

sinal de erro conforme eq. (2.13), segundo um determinado critério estabelecido. O
método mais comum e o mais utilizado em processamento digital de sinais ¢ o da

minimizagdo da soma dos quadrados das amostras de k), resultando em equagdes
lineares facilmente trataveis.

O sinal de excitagdo (k) do preditor linear pode ser interpretado como o
erro de predi¢do (ou residuo) entre a amostra x(k) e o sinal de voz predito definido

pela eq. (2.14).

k)= x(k)—x(k) (2.17)

A expressdo para o erro quadratico médio entre o sinal de voz x(k) e o

sinal de voz predito x(k) ¢ dada por:

ny

g= > e*(k) (2.18)

k=ny

sendo 71, e 77, os limites do somatorio.

Substituindo a eq. (2.13) na eq. (2.18) tem-se que:

&= i{ y a,.\‘(ki)}— (2.19)

k=ny Li=0
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Desenvolvendo a eq. (2.19) obtém-se a seguinte expressio para o erro

médio quadratico:

mooM M

e= Y. > > aa,x(k—ixk—j) (2.20)

k=ngy i=0 j=0

Rearranjando os termos da eq. (2.20) e invertendo a ordem dos

somatorios tem-se:

MM my

&=y > aa, Y x(k—i)x(k-j) (2.21)

i=0 =0 k=n,

Na eq. (2.21) o termo: Zl:.\'(k—i)_\'(k—j) representa a fungdo de

k=ny
autocorrelagdo do sinal de voz x(k) e ¢ representado pelo termo s, . Dessa forma,

pode-se reescrever a eq. (2.21) da seguinte forma:

M M

£ = ZZ(.',({JI;] (2.22)

i=0 j=0

Para minimizar o erro quadratico médio da eq. (2.22), calculam-se as

derivadas parciais do erro em relagao aos coeficientes @, e iguala-se o resultado a

ZEro:
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3 A
ca, ca; |55

2 .2 {i{i(zix(!{—i}]u} -0

n

= Zi a, » x(k—ix(k—j)=0

k=ny

M
Zaf’;}‘ =0 j=142 3 .., M (2.23)
i=0

A eq. (2.23) pode ser escrita da seguinte forma:

M
Z Ay = <Fyy; J=123,.. M (2.24)
i=1

Resolvendo o conjunto de M equagdes lineares dado pela eq. (2.24)

determina-se o conjunto de coeficientes («,) do filtro preditor linear. Esta equacio

também pode ser representada na forma matricial:
Ra=r (2.25)

ou
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sendo R, a matriz de autocorrelagdo do sinal. Ry ¢ uma matriz quadrada de ordem A,
hermetiana e Toeplitz. Os coeficientes a, sdo dispostos em um vetor e representam
os coeficientes do filtro digital. Resolvendo o conjunto de M equacgdes lineares
apresentado acima determinam-se os M coeficientes a, do filtro preditor, lembrando

que, na solugdo das equagdes sdo necessarias as amostras do sinal de voz num dado
intervalo para a determinagiio da matriz de autocorrelagio.

Tendo as amostras do sinal de voz, pode-se definir inicialmente dois
métodos para a determinagdo dos coeficientes do filtro preditor linear; mérodo da

anfocorrelagdo e método de covaridncia.

2.6, Método da Autocorrelaciio

Neste método supdem-se que o sinal x(k) é conhecido apenas dentro de
um intervalo finito de tamanho N [O;N —l] e que € aproximado por um modelo
somente com polos, como descrito nas segdes anteriores. Os coeficientes a, sdo
determinados para minimizar o erro quadratico médio.

E assumido que o valor do sinal é x(k)=0 para k <0 ou k> N —1. Este

metodo € conhecido como método da autocorrelagdo e um novo sinal ¥(k) é gerado
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pela aplicagdo de uma janela de analise ao sinal x(k). Estas janelas de analise podem
ser do tipo Hamming, Hanning, Bartlett, Blackman, Kaiser e retangular. Cada um
dos tipos de janelas apresentam caracteristicas diferentes para manipular os dados a

serem analisados.

(k)= (i, (k) (2.27)

sendo w,(4) uma janela de analise como especificado acima.

A aplicagéio de uma janela de analise assegura que o modelo sera estavel,
ou seja, os polos da fungao de transferéncia estarao dentro do circulo de raio unitario
e a estrutura Toeplitz da eq. (2.24) também sera assegurada HAYES (1996).

Dessa forma, o calculo da fungdo de autocorrelagio na eq. (2.19), dentro

do intervalo de comprimento N [O;N —1], ¢ realizado utilizando-se o sinal ¥(k) ao

invés de x(k):

N-1

1, = ) X (m)x(m—k) (2.28)

m=k

As equagdes para o modelo somente com polos usando o método da
autocorrelagio estdo resumidas na tabela 2.1. Para a resolu¢do do conjunto de A/

equagdes lineares € utilizada a recursdo de Levinson-Durbin.
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TABELA 2.1 — Modelo somente com pélos usando o método da autocorrelagao.

M
Y ar, =-1,, , para j=123, .M
i=1
Equacdes normais N-1
To; = 2, X(m)X(m—k)
m=k
A
Erro minimo e=1,(0)+> ar,
i=1

2.7. Método da Covariancia

Como apresentado na se¢do anterior, o método da autocorrelagdo
considera um intervalo finito [0, N —1] em um sinal e for¢a o sinal a zero fora deste
intervalo aplicando uma janela de analise.

Nesta se¢iio é apresentado outro método, conhecido como método da
covaridncia. Neste método, nenhuma restrigdo € considerada para os dados fora do
intervalo especificado e nenhuma janela de analise ¢ aplicada ao sinal. Para este
método, a estrutura Toeplitz da equagdo normal é perdida HAYES (1996). Como
para o método da autocorrelagdo, este método ¢ utilizado para determinar os

coeficientes «,do filtro preditor linear que minimizam a soma dos quadrados do erro
«k).
Considerando o mesmo intervalo do sinal apresentado na se¢do anterior

[0, N —1], o erro quadratico pode ser minimizado para os valores de 4 no intervalo

[p,N]. A expressio para o erro ¢ dada por:
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5 =Y [e(h) (2.28)

Dessa forma, niio € necessario aplicar janelas nos dados ou fazer qualquer restricio
para os dados fora do intervalo especificado. O calculo dos coeficientes do filtro

somente com polos € dado pela seguinte equagdo na forma matricial:

L) e(12)  e3) - M) [a, | [ c0) ]
c(2l) c(2,2) ¢23) - (M) | a, c(2,0)
c(3) (32 eB3) - eBM) | a, |=]| (3,0 (2.29)
lc(M,1) c(M,2) e(M3) - c(M,M Mlay | eM ,O)J

¢ o erro minimo € dado por:
£ & M )
6 b =0 00)+ Y ath)e, (0, ) F=123.M  (229)
k=1

A tabela 2.2 mostra de forma resumida as equagdes para a modelagem de
um sinal, usando um modelo somente com polos, pelo método da covariancia.
Como citado na segdo anterior, a recursio de Levinson-Durbin é utilizada

para calcular os coeficientes do modelo somente com pélos. A determinagdo dos
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coeficientes utilizando o

decomposi¢do de Cholesky.

método da covaridncia pode ser realizada pela

TABELA 2.2 — Modelo somente com poélos usando o método da covaridncia.

Equagdes normais

M
> a(m)e(i, j)=c(m,0), para m=123,. .M
=1

-1

cli, )=y xtk—i)x(k-j), kiz=0
k=0
. M
Erro minimo e =c(0)+ > a(k)e(0, j), para j=123,. .M

k=1

2.8. Consideracoes Finais

Neste capitulo foi apresentado de forma resumida o processo de

formacao de sinais de voz, bem como, a sua representagao.

A teoria da predigdo linear também foi abordada. Esta representa uma

ferramenta indispensavel para a analise de sinais. Também foi apresentado o modelo

de predigdo linear comumente empregado na literatura e que sera o modelo adotado

neste trabalho para a representagdo de sinais para aplicagdes com o filtro de Kalman.

O capitulo se encerra com dois métodos classicos utilizados para

determinar os coeficientes do preditor linear: método da autocorrelagdo e método da

covaridancid.




Capitulo 3

Enriquecimento de Sinais de Voz

3.1. Introducio

Em muitas aplicagdes de processamento de sinais de voz, a presenga de
ruido aditivo pode degradar a qualidade e a inteligibilidade dos sinais. Basicamente,
no processo de comunicagdo entre dois sistemas e/ou duas pessoas, dependendo do
ambiente, pode haver uma perda na qualidade da informagdo transmitida. A
qualidade de um sinal de voz pode ser degradada na conversio da informagdo
(microfone), na transmissdo (canais de comunicagio) ou na reprodugdo (alto-falante).

Com base nestas informagdes, muitas pesquisas tém sido realizadas nessa

area e conseqilentemente muitos algoritmos de enriquecimento de sinais de voz tém
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surgido com o objetivo de eliminar ou mesmo reduzir a intensidade do ruido aditivo,
melhorar a qualidade do sinal transmitido e até mesmo eliminar interferéncias dos
meios de comunicagio DELLER et al. (1993). No processo de redugio de ruidos, a
relagiio sinal ruido (SNR — signal noise rate) deve ser levada em consideragido, ou
seja, devera haver uma melhora no sinal de voz filtrado em relagio ao sinal
contaminado.

A figura 3.1 mostra de forma geral as possiveis fontes de distor¢do de um
sinal de voz no processo de comunicagdo e as aplicagdes onde um sinal enriquecido
(livre de ruido) faz-se necessario.

De acordo com a figura 3.1, alguns algoritmos de enriquecimento de
sinais de voz visam a redugiio de ruidos introduzidos na fonte (origem do sinal). Na
fonte, a distor¢iio pode ser causada tanto por ruidos aditivos (ruidos de fundo) quanto
por ruidos provocados pelos proprios locutores. Além das distor¢des na fonte, o sinal
de voz também pode ser corrompido durante o processo de codificagio.

Em ambos os casos, os algoritmos de enriquecimento de sinais sdo
aplicados aos sinais corrompidos melhorando dessa forma sua qualidade. A figura
3.1 também destaca algumas das varias aplicagdes em que um sinal de voz livre de
ruido pode ser empregado. Uma das situagdes ¢ quando o sinal percorre um canal de
comunicagio, podendo ser corrompido tanto na fonte quanto no momento da
transmissdo, e este sinal é aplicado a um algoritmo de enriquecimento para que
quando o sinal atinja seu alvo (ouvido humano) possa ser inteligivel. Outra aplicagao
destacada é quando um sinal emitido por uma fonte, e conseqiientemente corrompido
nesta por um ruido aditivo, atinja seu alvo (ouvido humano) sem ser transmitido por

um canal de comunicagiio. Neste caso, um algoritmo de enriquecimento também



pode ser aplicado ao sinal. Outra aplicagio muito empregada ¢ nos sistemas de
reconhecimento de sinais de voz onde algoritmos de enriquecimento também podem

ser aplicados aos sinais antes mesmo de atingir os sistemas de reconhecimento.

Fonte de voz

Ruido provocado 4 Ruido de fundo
pelos locutores.

Codificador de voz

v

Ruido do canal
de transmissao

canal de comunicagio

'

Decodificador de voz

. ‘ v

Enriquecimento de voz

l l l

Ouvido humano Reconhecedor de voz

Ouvido humano

FIGURA 3.1 — Fontes de degradagiio empregadas no enriquecimento de sinais de
VOZ.
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3.2. Classifica¢iio dos Métodos de Enriquecimento de Sinais de Voz

Segundo DELLER et al. (1993), existem varias classificagdes para os
métodos de enriquecimento de sinais de voz. Uma das maneiras diz respeito ao modo
pelo qual o sinal é modelado. Algumas técnicas sdo baseadas em modelos
estocasticos, onde um critério matematico € necessario, enquanto que outros métodos
sio baseados em aspectos perceptuais, onde aspectos importantes da percepgdo
humana sdo melhorados.

Existe também a classificagio em relagio ao canal (meio de transmissao).
Pode-se ter aplicagdes para um canal simples e aplicagdes para um canal duplo (ou
multicanal). Para aplicagdes envolvendo um canal simples considere a existéncia de
um Gnico microfone. Sinais de voz em telefone tambem sao considerados canais
simples.

Além dessas classificagdes apresentadas acima, existem outros métodos
de enriquecimento. Essas classes apresentam um conjunto de hipoteses, vantagens €
limitagdes. Dentre esses métodos destacam-se: técnicas espectrais a curto intervalo
de tempo (subtragdo espectral), filtros otimos (filtros de Wiener e Kalman) e
aplicagdes de redes neurais artificiais.

Neste capitulo serfio abordadas a subtragdo espectral de poténcia e a
teoria do filtro de Wiener aplicada a filtragem de sinais de voz. O filtro de Kalman e
as redes neurais artificiais serio abordados nos capitulos 4 e 5 respectivamente.

Para a aplicagio dos métodos citados acima, algumas hipoteses serdo
consideradas:

o adistor¢do do sinal original ¢ provocada por ruido aditivo;



e o sinal de voz e o ruido sdo descorrelacionados.

3.2.1. Subtracio Espectral

A técnica de subtragio espectral considera o enriquecimento de sinais de
voz no dominio da freqiéncia. E uma técnica muito empregada por ser uma das
primeiras técnicas aplicadas a sinais de voz e uma das mais faceis para
implementagdo em computador. Nesta técnica, o enriquecimento do sinal de voz
corrompido ¢ realizado através de uma subtragdo espectral entre o sinal de voz
corrompido e a estimativa do ruido.

O sinal de voz nesta técnica ¢ modelado como um processo aleatorio,
tendo ruido aditivo, que por sua vez pode ser considerado em curtos intervalos de
tempo. As estatisticas de segunda ordem do ruido podem ser estimadas durante os
instantes de siléncio do sinal.

O sinal de voz corrompido por ruido aditivo ¢ dado pela eq. (3.1).

(k) =x(k) +v(k) (3.1)

sendo que x(k)representa o sinal de voz original, v(k) representa o ruido aditivo e
y(k) o sinal de voz corrompido por ruido.

Para a aplicagio dos métodos de subtragao espectral, a transformada de

Fourier (TF) ¢ aplicada na eq. (3.1) e obtém-se:



Y(e'®)=X (™) +V(e™) (3.2)

sendo Y(e’) o espectro de amplitude para o processo (k). Similarmente X(e’™)
e V(e’®) representam os espectros de amplitudes para os processos x ¢ V. Pela
analise da eq. (3.2) nota-se que tendo o espectro de amplitude do sinal disponivel
y(k) e tendo uma estimativa do espectro de amplitude do ruido 4 (e’), determina-se

a estimativa do espectro de amplitude do sinal livre de ruido X(e 7 | de acordo com

aeq. (3.3):

1{,(6‘””): }/(G,fﬂ')_l}(ef”) (33)

BOLL (1979) desenvolveu uma técnica baseada na subtragdo espectral.
Nesta técnica, o espectro de amplitude do sinal de voz original ¢ obtido subtraindo-se
o espectro de amplitude do ruido do espectro de amplitude do sinal de voz ruidoso,
como apresentado na eq. (3.3). No erro resultante da subtracgdo, ou seja, na diferenga
entre o sinal de voz original e o sinal de voz resultante da subtragdo, sdo aplicados
quatro métodos objetivando a redugdo do erro.

No algoritmo empregado por BOLL, o sinal de voz corrompido por ruido
é dado pela eq. (3.1). Neste sinal ¢ aplicado diretamente a transformada de Fourier

(TF) e obtém-se o sinal dado pela eq. (3.2)
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Para a determinagdo do filtro de subtragdo espectral H(e’”), BOLL

substituiu a magnitude do ruido )V (e™)

pelo seu valor médio M (e’), determinado
durante atividades nio-sonoras. A fase do ruido €, (e’”) também foi substituida pela

fase 0.(¢’) de Y(e’”), resultando dessa forma no estimador de subtragdo
b

espectral:
[TE’(efm) = u}/(e‘im )‘ o M(ejm )LJ'H_\-(G‘D) (34)
ou
X(e™)=H(e™)Y (") (3.5)
. . ' . A/[(e _jnJ) i
sendo H(e’”) definido pela seguinte relagao 1 - m que representa o filtro de
7 e (0]

subtragio espectral. O valor M (e’ é o valor médio do ruido determinado durante

os instantes de siléncio e | X(e’)| é a magnitude do espectro do sinal de voz
original.

O erro espectral resultante do estimador espectral ¢ dado pela eq. (3.6).

g(e’)= X(e™)- X(e”) = V(') M(e*)e™ " (3.6)
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BOLL desenvolveu algumas modificagdes que sao empregadas para
tentar reduzir o valor do erro resultante do estimador espectral. Dentre essas
modificagdes pode-se destacar a magnitude média, redugio do erro residual,

retificagio de meia onda e atenuagdo do sinal durante os trechos de siléncio.

e Magnitude média: de acordo com a eq. (3.6), nota-se que O erro
espectral ¢ a diferenga entre o espectro do ruido e o seu valor médio.

Tendo em vista a reducgio do erro de estimagdo, BOLL sugeriu

substituir o valor da magnitude do sinal ruidoso | Y (e’)| naeq. (3.4)

pelo seu valor médio | ¥(e’”)|, levando dessa forma a uma reducdo

do erro de estimagdo.

A1

|r<e”)|:$zl Y, (™) 3.7)

i=0

sendo ¥,(e’) a transformada da i-ésima janela y(k). Desse modo, o

estimador espectral utilizando a média do espectro do ruido € dado por:

Ry @) =1 )

_M(e )Je 10,(*) (3.8)

sendo X, (e’”) € o valor do sinal de voz determinado a partir da

subtragdo espectral entre o valor médio do espectro do sinal corrompido



por ruido [V(e’”)| e o valor médio do ruido M(e’) determinado

durante os instantes de siléncio.

o Retificacio de meia onda: depois de determinada a magnitude
média, para cada freqiiéncia onde a magnitude do espectro do sinal
ruidoso for menor que a média da magnitude do espectro do ruido,
sua saida ¢ igualada a zero. Esta modificagio no sinal ¢
implementada pela retificagdo de meia onda. Desse modo, o

estimador pode ser representado por:

X(e'”) = Hy(e™ ) (e™) (3.9)

H(e")+|H(e™)
i _

sendo: H,(e’")=

O objetivo da retificagio de meia onda ¢ diminuir a magnitude do
espectro em cada freqiiéncia pela diminuigdo da média do ruido. A
principal desvantagem da retificagao é quando a soma do ruido e do sinal

de voz em cada freqiiéncia for menor do que a média do ruido.

o Redugiio do erro residual: depois de aplicada a retificagdo de meia
onda percebe-se no sinal de voz (principalmente nos trechos de
siléncio) a presenga de um ruido residual. Para a redugdo desse ruido

BOLL propdem a substituigdo da média do ruido determinada



durante os instantes de siléncio na eq. (3.8) por um valor minimo

determinado pela analise de janelas aplicadas ao sinal. Essa
substitui¢io devera ocorrer quando a magnitude de X(e’”) for

menor do que o maximo valor para o ruido residual determinado

durante os instantes de siléncio.

o Atenuacio do sinal durante trechos de siléncio: a fase final da
redugdo de ruidos neste método proposto por BOLL consiste na
redugdo de ruidos durante os trechos de siléncio do sinal de voz.
BOLL definiu um detector para determinar a auséncia de voz no
sinal, ou seja, para determinar os instantes de siléncio no sinal e
conseqiientemente eliminar o ruido neste trecho. A equagdo do

detector €é:

! J‘i(‘——) lo (3.10)

T =20log,| — :
Sl 2 [ M(e’)

-

sendo X (e’”) a magnitude da estimativa do sinal de voz, M(e’) é o
valor médio da magnitude do ruido determinado durante os instantes de
siléncio ¢ 7 um limiar (threshold) com valor —12dB determinado
empiricamente para assegurar que somente 0s trechos contendo ruidos
sejam atenuados. Se o valor de 7 for menor que —12dB, a janela que esta

sendo analisada ¢ classificada como néo tendo atividades sonoras.



A figura 3.2 descreve o esquema do algoritmo proposto por BOLL.

(k)

!

Janela de Hanning

!

FFT
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Retificagdo de meia
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Reducio de ruido
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!

Detector de atividade
sonora

y

Atenuagio do sinal
durante atividades ndao
SONoras

|

IFFT

!

x(n)

FIGURA 3.2 - Diagrama em blocos do sistema proposto por BOLL.
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Este método desenvolvido foi aplicado a um sinal de voz amostrado a
uma taxa de 6.67 kHz, colhido dentro de um helicoptero. O método proposto reduz
de forma eficiente o ruido aditivo, mas algum ruido residual permanece. Tanto a
inteligibilidade quanto a qualidade do sinal processado apresentam melhoras quando
comparadas ao sinal de voz contaminado por ruido.

Trabalho semelhante ao proposto por BOLL foi publicado por VIEIRA-
FILHO ef al. (1986). Neste trabalho discute-se o método da subtragdo espectral de
poténcias e filtragem de Wiener aplicados a redugdo de ruidos em sinais de voz
captados em veiculos. De acordo com os autores, trés componentes basicas sdo
responsaveis pela degradagdo de um sinal de voz no ambiente veicular: ruido do
motor, o ruido do atrito dos pneus (ou ruido de rolamento) e o ruido provocado pelo
vento. Se for levado em conta o fraco isolamento acustico dos veiculos, considera-se
também o ruido do ambiente por onde o veiculo trafega. Outro fato importante
considerado neste trabalho, caracteristico de cada tipo de ruido e variando de acordo
com cada tipo de veiculo, ¢ a estacionariedade do ruido.

A técnica analisada no trabalho em questdo considera o uso de aparelhos
telefonicos do tipo “hands-free” (HFT), através do qual o motorista utiliza um
microfone, que geralmente ¢ acoplado ao para-sol do motorista (outros lugares
também podem ser utilizados) e fone de ouvido. O sinal resultante, devido a distancia
do microfone e do fone de ouvido, sera um sinal degradado, dificultando dessa forma
o entendimento por parte do receptor, fazendo-se necessario o uso de técnicas de
enriquecimento de sinais.

Para o desenvolvimento do método de redugdo de ruido baseado na

subtragio espectral de poténcias, no filtro de Wiener e no método EM (método de
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EPHRAIM & MALAH (1984)), o sinal de voz corrompido por ruido ¢ representado

pela eq. (3.1). Calculando-se a subtragio espectral de poténcias, tem-se que:

x| =re” | e )\ G.11)

A partir da eq. (3.11) pode-se obter o filtro redutor de ruido H(e’™”),

definido por:

Y(e')

! e
}f(eJm)

2 12 i
—{V(e-f‘“ ) se [P

caso contrario

Y(e™)

H(e'”)= (3.12)

0

Segundo o método EM, tanto o sinal de voz quanto o ruido sdo

modelados estatisticamente como processos aleatorios estacionarios tendo o seguinte

filtro redutor de ruidos:

H(e™)=T(15)

B e 2]

SNR _ post(e’

(e )Il\:ﬂ%ﬁ}} (3.13)



.SNR_prm-r(e- ‘ ) SNR _post(e’), T'(.)é a fungdo gama, /, e I,
1+ SNR _ prior(e’)

sendo: 7(e’) =

representam as fungdes de Bessel modificadas do tipo um e de ordens zero e um,

respectivamente.
Os valores para as expressoes SNR _ prior(e’”) e SNR _ post(e’)

podem ser calculados da seguinte forma:

1 - j ’IY(E " ) 2
SNR _ prior(e’®)=——3 (3.14)
)
7f 0 2
N e } ((? )
SNR _post(e” y=—= (3.15)
V™)

sendo os termos SNR prior e SNR_post as relagdes sinal ruido a priori e posteriori
respectivamente.

Outro ponto importante observado por VIEIRA-FILHO et al. (1986) €
que a subtragdo espectral de poténcias pode ser representada por um filtro de Wiener

generalizado. O filtro de Wiener classico é dado por:

ED x| }

(3.16)

] i
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Aplicando-se a subtragdo espectral de poténcias no filtro de Wiener

classico tem-se o filtro de Wiener em fungao da relagdo sinal ruido.

SNR _ prior(e’®)
a+SNR_post(e’™)

NICHE 3.17)

os valores de o e S definem o filtro. Geralmente os valores de o > 1 e f variam

entre 0 e 1. Para um valor de o =1, a poténcia do ruido € exatamente igual a
poténcia estimada; para um valor de a <1, tem-se uma subestimagdo da poténcia do
ruido (menor redugio do ruido) e para um valor de ¢ > 1 tem-se uma superestimagao
da poténcia do ruido, o que significa uma melhor redugiio do ruido mas aumentando
o ruido musical (ruido que permanece depois que o sinal ¢é filtrado). O valor de f
representa a atenuagio do filtro e seré tanto maior quanto mais proximo de I for o
valor de 3. Os valores de & € [ sdo determinados através de simulagéo.

Esse filtro foi denominado pelos autores de Nova Subtracio Espectral
de Poténcias (NSEP). Para o teste do método desenvolvido, os autores utilizaram
uma frase em francés, de aproximadamente 5 segundos de duragiio, corrompida por
ruido gravado no interior de um veiculo. Os resultados obtidos pelos autores
mostram que o método apresenta um bom desempenho na redugio de ruidos sem
provocar distor¢des no sinal resultante (filtrado).

NETO (1989), também emprega técnicas de subtragdo espectral de
poténcias juntamente com 0 filtro de Wiener para a redugdo de ruidos em sinais de

voz. Os métodos desenvolvidos siio baseados no balanceamento espectral adaptativo



que consiste em fazer modificagdes na amplitude espectral a curtos intervalos de
tempo no sinal de voz degradado.

Trés métodos (técnicas) sdo desenvolvidos por NETO (1989), baseados
no balanceamento espectral: balanceamento utilizando o filtro de Wiener-
Kolmogoroff, balanceamento pela estimagio das amplitudes espectrais e
balanceamento pela estimagdo das poténcias espectrais.

Para o desenvolvimento das fungdes de transferéncias, NETO (1989)
considera o sinal corrompido por ruido de acordo com a eq. (3.1). Para o método do
balanceamento baseado no filtro de Wiener-Kolmogoroff, a seguinte fungdo de

transferéncia é desenvolvida:

Y(e’”) - V(e™)

H'l ({:? jm) = 17 (e s )

(3.18)

sendo Y (e’) o espectro de amplitude para o sinal de voz disponivel degradado por

ruido e V' (e’”) é o espectro de amplitude para o ruido aditivo.

O balanceamento utilizando a estimagdo de amplitudes espectrais, como
o proprio nome diz, consiste na estimagdo das amplitudes espectrais a curtos
intervalos de tempo onde os sinais apresentam estacionaridade. Para este método ¢

apresentada a seguinte fungdo de transferéncia:

I

v~ Efy e
re”)

H,(e™) =

(3.19)
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sendo E”V (e-"‘”)J a estimativa da amplitude espectral do ruido determinada por

média temporal nos intervalos de pausas do sinal de voz, e finalmente, para o
balanceamento pela estimagdo de poténcias espectrais, determinou-se a seguinte

expressio para a fungdo de transferéncia:

V(e )‘ ? :l 1

2

Y(e™ )12 - E[
Y(ejrﬂ)

Hy(e")= (3.20)

Utilizando as trés fungdes de transferéncias apresentadas acima, NETO
(1989) desenvolve os seguintes algoritmos de supressao de ruidos por balanceamento

espectral adaptativo:

o Balanceamento pelo filtro de Wiener-Kolmogoroff

. 1= D(e’® p/ 0< D)<
H,(e”“)z{ (™) (3.21)

0 p/ D) =1
o Balanceamento pela estimaciio da amplitude espectral

_ _ o p/ 0<D(e’) <]
H, () ={ " VPE) | (3.22)
0 p/ D(e'”) =1
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o Balanceamento pela estimagfio da poténcia espectral

. —ay p/ 08D(Ee?)<]
H;(e"‘”):{m (3.23)

0 p/ D) =1

12‘[\1/((3 oy ]

sendo D(e’”)= -
Y((fjm )l'

o fator relativo de degradagdo.

Os trés algoritmos apresentados acima foram aplicados a dois sinais de
voz, sendo um deles degradados por ruido branco e o outro degradado por ruido de
automovel representados respectivamente por SP1 e SP2. Os resultados obtidos por

NETO (1989) sio mostrados nas tabelas 3.1 e 3.2.

TABELA 3.1 — Resultados dos algoritmos Hi, Hz e H3 para os sinais SP1 e SP2

degradados por ruido branco.

Algoritmo SNR (dB) SNR-Seg (dB) Sinal de Prova |
H, 415 7,85
H, 5.29 941 SP1
H; 3,30 6,82
H, 4,93 15,99
H, 5,77 16,72 Sp2
B H, 421 15,35
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TABELA 3.2 — Resultados dos algoritmos H;, H; e Hj para os sinais SP1 e SP2

degradados por ruido de automovel.

Algoritmo SNR (dB) SNR-Seg (dB) Sinal de Prova
H, 5,18 8,54
- H 591 9,56 SP]
H; 4,03 7,44
H, 6,94 17,26
H, 9,15 18,40 Sp2
. H 5,43 16,32

Pela analise dos resultados apresentados nas tabelas 3.1 e 3.2, nota-se

claramente uma superioridade do algoritmo H, (balanceamento espectral por

estimagdo da amplitude espectral). Dentre os fatores responsaveis por essa

superioridade destacam-se o melhor desempenho deste algoritmo nos intervalos de

pausas e melhor robustez com relagdo a possiveis erros de estimagéo espectral.

Semelhante ao trabalho desenvolvido por NETO (1989), VIEIRA-

FILHO ef al. (1995) desenvolveu uma analise teorica das técnicas classicas para a

filtragem de sinais de voz baseadas na subtragao espectral a curto-termos (SECT),

com implementagdo e avaliagio dos resultados, destacando-se suas vantagens e

limitagdes.

O seguinte filtro redutor de ruido foi desenvolvido:

H(e™)=1-

1

(3.24)
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sendo:

2

Y(e’™)

2

G(e'™) = (3.25)

V(e)

A eq. (3.25) representa a medida instantanea da relagdo sinal ruido apos a
degradagdo do sinal. O filtro representado pela eq. (3.24) é baseado diretamente na
amplitude dos sinais e o método resultante ¢ denominado SEA — Subtragiio
Espectral em Amplitudes. Se o termo G(e’”) na eq. (3.24) for menor do que 1 0
filtro sera indeterminado. Como apresentado por BOLL, uma solugdo normalmente
adotada é fazer uma retificagio de meia onda depois da subtragdo. A eq. (3.24) pode

ser representada matematicamente por:

1 )
: e @B [07 )2
™), =1 J6e™) | (3.26)
0, se G(e’?) <1

Além do filtro baseado na SEA também foi desenvolvido um novo filtro
baseado na subtragdo espectral em poténcia denominado SEP - Subtracio

Espectral em Poténcia e pode ser representado por:

: [ 1
He®)= [1-—— 3.27)
(e™) Ge™) (
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De forma semelhante a eq. (3.24), o filtro descrito pela eq. (3.27) também
sera indeterminado caso G(e’”) seja menor que 1. Fazendo-se uma retificagio de

meia onda na eq. (3.27) obtém-se:

o se G(e'?)=1
= Gle Jjo ) ? (3.28)
0 se G(e'”) <1

|H ")

SEP

2

O filtro obtido pelo método SEP pode ser generalizado utilizando-se a
filtragem de Wiener que representa um filtro otimo para a estimagdo linear de voz

minimizando o erro médio quadratico. O filtro de Wiener € representado por:

Ve’ 3
H(e') = —u (3.29)
vy’

Com base na eq. (3.2) e na eq. (3.25), o filtro de Wiener pode ser

generalizado e representado por:

7 l “
H(e’™)=|1- i 3.30)
=1 | (
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Da eq. (3.30) pode-se observar que, para a= 0.5 ¢ £=1, o filtro de
Wiener é a técnica SEP representada na eq. (3.27). No caso de a=f=I, tem-se o

filtro de Wiener padrio. Essa técnica baseada na eq. (3.30) com diferentes valores

para & e f3 é denominada SEM — Subtragiio Espectral Modificada.

Para a avaliacdo das técnicas apresentadas, VIEIRA-FILHO er. al (1995)
restringiu-se os testes as técnicas de SEP e filtragem de Wiener classica, regulando-
se os pardmetros basicos através de testes auditivos. O sinal de voz aplicado nos
testes foi um sinal em francés discretizado a uma taxa de amostragem de 16 kHz. A
este sinal foi adicionado um ruido de veiculo a passeio a uma velocidade de 80 km/h.
O ruido apresenta caracteristicas estacionarias. Dos resultados obtidos notou-se que o
filtro de Wiener apresenta uma melhor SNR durante os trechos de siléncio e que
ambas as técnicas se comportam da mesma maneira durante os intervalos de voz.
Pela analise dos espectrogramas foi constatado que o processamento através da SEP
apresenta uma melhor redugdo de ruido, mas ambos os métodos deixa um ruido
residual nas baixas freqiiéncias. Com relagio aos testes subjetivos, o0s sinais
processados pelos dois métodos sdo bem melhores em termos de inteligibilidade que
o sinal ruidoso original. Foi verificado também que o sinal processado pelo filtro de

Wiener ¢ mais agradavel auditivamente.

3.3 Filtros Otimos

O termo filtro é usado freqiientemente para descrever um objeto fisico ou
programa de computador utilizado em um conjunto de dados ruidosos com o objetivo

de extrair determinadas informagdes responsaveis pela degradagdo dos dados



N
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HAYKIN (1986). Um exemplo de degradagio de informagdes pode ser citado
quando um sinal percorre um canal de comunicagéo. Este sinal, por sua vez, pode ser
corrompido por ruidos do meio ambiente ou mesmo ruidos do préprio canal de
comunicagdo, dificultando dessa maneira o entendimento por parte do receptor.
Dessa forma, faz-se necessario o uso de filtros para a extragdo desses dados
indesejaveis.

Unm filtro pode ser responsavel pelas seguintes operagoes:

o filtragem: consiste na extragdo de uma informagao indesejavel

usando valores correntes e passados do sinal.

o predi¢io: neste caso, o filtro produz uma estimativa de valores

futuros do sinal, combinando os valores presentes e passados.

A teoria de filtros otimos ¢ desenvolvida com base em um sinal de erro.
Este sinal de erro é definido como a diferenga entre o sinal desejado e o sinal
estimado (saida do filtro). Varios métodos foram desenvolvidos visando uma
otimizagdo do sinal de erro. Dentre esses métodos pode-se destacar o método dos
minimos quadrados.

Quando o sinal de entrada (do filtro) for um sinal estacionario, pode-se
empregar a teoria do filtro de Wiener, mas quando o sinal de entrada ndo for
estacionario, o filtro de Wiener ndo pode ser aplicado e devera ser aplicado um outro

filtro que assuma uma forma variante no tempo. Este filtro ¢ conhecido como filtro



53

de Kalman. Ambos os filtros sdo baseados na teoria dos minimos quadrados, que

consiste em minimizar a soma dos erros quadraticos médios.

3.3.1. Filtro de Wiener

Para o desenvolvimento das equagdes que compdem o filtro de Wiener,
para a estimagiio de um sinal x(k), considera-se a seguinte equagao de observagao

HAYES (1996):

y(k) = x(k)+v(k) (3.31)

sendo p(k) a tnica informagio disponivel do sinal, x(k) o sinal de voz livre de
ruido e v(k) o sinal de ruido aditivo. Considera-se que os sinais y(k) e v(k) sdo
processos aleatorios estacionarios em sentido amplo com fungdes de autocorrelagdo
conhecidas r,(k) e r.(k), e correlagio cruzada r, (k). A resposta em freqiiéncia do

filtro de Wiener é:

P-1

W(z)=>Y a(m:z" (3.32)

n=0

sendo a() os coeficientes do filtro, z ™' representa o operador de deslocamento e P

é a ordem do filtro.
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A estimativa do sinal x(k) € dada pela seguinte relagio:

x(k)= i a(m)y(k—n) (3.33)

n=0

De acordo com a relagio acima, tendo-se o sinal yp(k) corrompido por
ruido aditivo, é necessario calcular os coeficientes a(7) que sdo responsaveis pela

minimizagdo do erro quadratico médio:

= Elewi) |- Elxio - s’ | (3.34)

Para a minimizagio do erro quadratico médio, deve-se derivar o erro em
relagiio aos coeficientes (1), igualar o resultado a zero e resolver a equagao para

=012 P -1,

e* (k)
Sa* (1)

o . @8 o Elee* (0} h{ i
C

”a*(n)_c *(n } 0 (3.35)

com

P-1

e(k)=x(k)— > a(m)y(k—n) (3.36)

n=0



Desenvolvendo a equagdo acima, obtém-se:

E{e(lr)x*(k—n)}:o; paran=0,1,2,3,.., P-1 (3.37)

2> 2

A eq. (3.37) é conhecida como principio da ortogonalidade ou teorema

da projegéo. Substituindo a eq. (3.36) na eq. (3.37), tem-se:

=

E{c()x*(k-m)}=> a(hE{pk —Dy*(k-m}=0  (3.38)

1=0

Como y(k) e x(k) sdo processos estacionarios em sentido amplo, entdo:
E{r(k)y*(kfn)}: r,(m) e E{y(k—I)_y*(k~n)}:ry(nfl). A eq. (3.38) pode ser

escrita como:
P-1
> a(lyr, (n=1)=ry(n); paran=0,1,2,3, ., P-I (3.39)
=0

A eq. (3.39) é um conjunto de p equagdes lineares em p variaveis a(n),
para n = 0, 1, 2, 3,.., P-1. Para a representagao matricial considera-se que a

seqiiéncia de autocorrelagio ¢ simétrica conjugada, 7, (n) =r, (=n):
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[ r,(0) PN e rH(p-D) T a© 1 [ 7,0 ]

r, (1) r,(0) o, *(p-2)| a() r, ()

r.(2) r.(1) e 1, ¥ (P M a@) (=] ry(2) (3.40)
i (p=1) r*(p=2) - 10 jalp-Di [ (»-1

Esta equagdo ¢ chamada de Wiener-Hopf e também pode ser escrita na

seguinte forma:

Ra=r, (3.41)

A expressio, para o calculo do erro quadratico médio ¢ dada por:

£ or(O)- S alr, * () (3.42)

O conjunto de equagdes que compoem o filtro de Wiener FIR é resumido

na tabela 3.3.



TABELA 3.3 — Equagdes para o filtro de Wiener.

P-1
Equagio de Wiener-Hopf: > alhyr,m—-N=r, (n) k=0,1,2,3,..P-1
1=0

r, ()= E{y(k)y * (k = m)}

Correlacio
o (m) = E{c(e)y* (k=m)}
P-1 .
Erro médio quadratico & =F:{0) —Z “(1)"_\;- =)
1=0

O filtro de Wiener quando aplicado & estimagao de sinais de voz
corrompidos por ruido aditivo produz resultados satisfatorios, mas apresenta uma
limitagdo quanto aos dados de entrada que devem ser estacionarios. Quando o sinal
de entrada ndo for estacionario sera empregado o filtro de Kalman que sera

apresentado no capitulo 4.

3.4. Consideracoes Finais

Neste capitulo foram apresentadas duas técnicas empregadas em
processamento digital de sinais para a redugio de ruidos em sinais de voz: subtragdo
espectral de poténcias e filtragem de Wiener.

Tanto a subtragdo espectral de poténcias quanto a filtragem de Wiener
sio técnicas relativamente simples ¢ faceis de ser implementadas em computador.

Apesar dessa facilidade ambas apresentam limitacdes. A subtragdo espectral quando




aplicada a filtragem de sinais apresenta um ganho baixo em relagdo aos filtros otimos
e as vezes provoca fortes distorgoes no sinal filtrado.

Quanto a filtragem de Wiener, os resultados sio satisfatorios e o ganho
alto. A sua limitagdio ¢ com relagdo aos dados de entrada que devem ser

estacionarios, caso contrario o filtro ndo produzira bons resultados.



Capitulo 4

Filtro de Kalman

4.1. Introdugio

As técnicas de filtragem tém estado presente na vida do homem desde os
tempos remotos assegurando a sua sobrevivéncia. Durante os anos de 1930 e 1940,
este conceito se estendeu ao processo de separagdo de sinais a partir de medidas
ruidosas (sinais corrompidos por ruido), surgindo dessa forma o conceito de
filtragem de sinais. Dentre os filtros digitais destacam-se os filtros de freqiiéncia
seletivas (filtros de Butterworth, Chebyshev, Eliptico) e os filtros o6timos (filtros de

Wiener e de Kalman).
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O filtro de Kalman foi publicado pela primeira vez em 1960 por Rudolf
Emil Kalman KALMAN (1960). O filtro de Wiener ainda largamente utilizado em
varios trabalhos e pesquisas apresenta limitagdes em relagio aos dados de entrada,
que devem ser estacionarios. Como na natureza nem todos os fendémenos sdo
estacionarios, o filtro de Wiener ndo consegue solucionar tais problemas.

A formulagio do filtro de Kalman utiliza espago de estados, através dos
quais o comportamento de um sistema dindmico é descrito por um conjunto de
variaveis de estados. As variaveis de estados contém todas as informagdes
necessarias sobre o comportamento do sistema de forma que dados os valores
presentes e passados da entrada, pode-se determinar os estados futuros do sistema
KAILATH (1980).

O advento das comunicagdes digitais, principalmente o surgimento e
evolugdo dos computadores digitais, provocou uma grande utilizagdo do algoritmo de
Kalman, notadamente na érea cientifica. Dentre os fatores que favoreceram a
popularidade do filtro de Kalman, pode-se destacar:

e utilizagdo de estruturas recursivas;

e manipulagio de algebra matricial simples, que possibilita sua

implementagdo em computador digital,

e ampla aplicabilidade em varias areas da engenharia (onde a estimagdo

de estado é encontrada com freqiiéncia);

e adaptabilidade a aplicagGes ndo-lineares.

De acordo com NASCIMENTO JR. (1988), algumas dificuldades podem
surgir quando técnicas de filtragem de Kalman sdo utilizadas. Dentre essas

dificuldades, destacam-se:
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sintoniza¢io: consiste no ajuste adequado dos parametros. Os
pardmetros dependem da aplicagdo utilizada, bem como um

conhecimento do sistema.

condicionamento numérico: de acordo com alguns autores, o
algoritmo do filtro de Kalman € numericamente instavel (mal
condicionado), pois pode-se ter resultados incoerentes como resposta

do filtro, devido a problemas numéricos.

limitagcio de recursos computacionais: aplicagdes em tempo real
geralmente envolvem limitagdo da quantidade de memoria,
comprimento da palavra utilizada nos calculos e tempo de

processamento, podendo provocar dessa forma divergéncia do filtro.

Inicialmente a grande area de aplicagdo do filtro de Kalman foi no

controle de sistemas dindmicos complexos tais como: aeronaves, navios € processos

de produgdo continuo. O filtro de Kalman ¢ também empregado na predigdo de

sistemas dindmicos, como:

navegagio de misseis ¢ avides;

estimagdo de sinais (de voz, de eletrocardiograma);
processamento de imagens (radar, tomografia e cartografia);
determinagio das orbitas dos planetas;

trajetoria de corpos celestes;

identificagdo de sistemas.
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4.2. Formulacio do Filtro de Kalman

Como mencionado na secdo anterior, o filtro de Kalman visa estimar os
estados de um sistema dindmico. Por estimagdo, entende-se o processo pelo qual
dadas as medidas do sistema, seu modelo e as estatisticas dos ruidos que atuam tanto
nas medidas quanto no modelo do sistema, determina-se, no decorrer do tempo, uma
estimativa dos valores dos estados do sistema.

Considere um sistema cuja dindmica € representada pela seguinte

equacdo estocastica:
x(k)= A(k — Dx(k — 1)+ w(k) 4.1)

sendo:

x = vetor de estados do sistema;

A = matriz de transi¢do de estados variante no tempo. E uma matriz
quadrada de dimensdo svn que representa a transigdo entre os estados x(k—1) e
x(k).

w = vetor de dimensio nxl que representa um processo de ruido,

conhecido como ruido de estado, caracterizado estatisticamente por:
E[w(k)] =0 (média zero)

P u{k)w?‘(f)]:{f“‘ ) (42)

k=i
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Este vetor pode ser referenciado por “ruido de estado”, pois exerce
influéneia direta na dindmica dos estados do sistema. O fato de o ruido de estado ser
descorrelacionado no tempo (k #1i) indica que ele ¢ branco (independentemente em
relagiio a si mesmo no tempo) NASCIMENTO JR. (1988).

A ftnica informacgio disponivel do sinal é a medida discreta Wk)

corrompida por ruido branco gaussiano dada pela seguinte equagao:
yk)= Ck)a(k)+(k) (4.3)

sendo:
y = vetor de medidas discretas do sistema com dimensdo mixl;
C = matriz de medidas com dimensdo mxn ;

y = vetor coluna de dimensio mxl que representa ruido branco

gaussiano aditivo cujas estatisticas sdo dadas por:
E[v(k)] =0 ; (média zero)

R(k) k=i
0

ki e

Elpoy” i))= {

Elv(k)w'" (i)]:O; para todo k e i

as matrizes Q(k) e R(k) representam as matrizes de covaridncia para os ruidos w(k)

e (k) respectivamente.
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Para o inicio do desenvolvimento das equagdes, considera-se a

existéncia de uma estimativa inicial do estado x que ¢ dada por:

x7(0)= £[x(0)] (4.5)

sendo que o sinal de menos (“-”) indica uma estimativa inicial antes da assimilagio
de uma nova medida. O erro de estimagiio associado a estimativa inicial ¢ dado pela

seguinte expressao:

¢=(0) = x(0)— £ (0) (4.6)

e a matriz de covariancia do erro ¢:

P-(0)= He-(0% 0= Hx0)-% @02 @) | @7

Depois de definida as estimativas iniciais, 0 processo de estimagio ¢

repetido para cada nova observagio y(k) disponivel, com o objetivo de determinar a
estimativa (k) que minimiza o erro quadratico médio. A determinagiio de x(k)
envolve dois passos: primeiro determina-se a estimativa 37 (k) sem a utilizagdo de
uma nova medida y(k) e no segundo passo, quando y(k) torna-se disponivel
calcula-se x(k).

Inicialmente, nenhuma medida esta disponivel para o célculo de X(k),

que ¢ dada pela seguinte equagao:
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% (k) = A(k = )x(k ~ 1) (4.8)

Para a determinagiio da matriz de covaridncia para o €Iro associado com
a estimativa £ (k), é necessario calcular primeiro a expressio para o €rro associado

com o valor da estimativa predita:

e (k)= x(k)—x (k)
= (ACk -1)x(k ~1)+w(k))— Ak -1)X(k =1)

= A(k — e (k —1) +w(k) (4.9)

A estimativa do erro ¢ (k—1) é descorrelacionada com o ruido de estado
w(k) porque este € um processo aleatorio branco. A expressio para a matriz de

covariancia associada com a estimativa x (k) é dada por:

P(k)= Ele (k-1 (k—1) |
— E{(AGk — el 1)+ w(ON A ~ DeCk = 1)+ W) |
— AQk — )Pk —1)A” (k= 1)+ Q) (4.10)

Depois de determinada as estimativas iniciais, o passo seguinte consiste

em usar a medida p(k) para a determinagdo de X(k) da seguinte forma:
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k)= & (k) + K(O(r) - CUOR () (4.11)

sendo:

X(k), a estimativa atualizada;

K (k) , o fator de combinagao (ainda ndo determinado).
A diferenga [_r(k)—C (k),i"(]f)] na equagio (4.11) é chamada de medida de inovagao
e reflete a discrepancia entre o que se mediu y(k) menos o que se esperava medir
lcaox @]

Para que a estimativa X(k) da equag@o (4.11) seja realizada ¢ necessario
encontrar o valor do fator de combinagio K(k) que produz uma estimativa

atualizada otima e ¢ denominado ganho de Kalman. Para o calculo do ganho de
Kalman é necessario calcular a matriz de covaridncia do erro associada com a

estimativa atualizada:

P = Eleethy = Bl - 00)ati) -3 | @12)
Substituindo a eq. (4.3) na eq. (4.11) tem-se:

)= EJGh)— 7 ()~ KUNCUOR) + k) - TR ()|

[~ #00) - KCR(CUMCRY 00— O G | @.13)

Calculando os valores indicados e notando que lx(k)f )E"(k)] é o erro da

estimativa anterior que ¢ descorrelacionado com a medida do erro wWk), tem-se:
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PO =1 - KYCUIP (T - KGO + KGORUOK T (k) (4.14)

O ganho de Kalman é responsavel pela minimizagdo dos termos ao longo

da diagonal principal de P(k), pois estes representam as variancias dos erros que

estio associados a estimagdo dos elementos do vetor de estado x.

O processo de otimizagdo pode ser realizado de diversas maneiras. Neste
trabalho a derivagio da expressio para o ganho de Kalman sera desenvolvida
utilizando métodos de calculo diferencial, mais especificamente formulas de
diferenciagio de matrizes. A demonstragao completa das expressdes nao sera
desenvolvida e pode ser encontrada em MAYBECK (1982) e BROWN & HWANG
(1992).

Para as formulas de diferenciagio de matrizes, considere trés matrizes
quadradas A, B e C, sendo que a matriz C é simétrica. O trago (“frace”) de uma
matriz ¢ definido matematicamente como a soma dos elementos da diagonal

principal. As formulas de diferenciagio sao dadas por:

diragd AB)] _ pr (4.15)
dA
B i T
i@@fw_)]_mc (4.16)
-

e a derivada de um escalar em relago a matriz € definida como:
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ds ds

da, da,
ds ds ds
Y 4.17
dA | da,, da, @-17)

i J
Expandindo a eq. (4.14), obtém-se a forma:
P(k)= P (k)— K(k)C(k)P~(k)~ P (KYCT (k)K" (k)+
+ K(O|CURYP(k)CT (k) + RUE|K ™ (k) (4.18)

A determinagdo do valor de K(k) que fornece um valor minimo para os

erros de estimagiio, é equivalente a minimizar a soma dos elementos da diagonal
principal da matriz P. Aplicando as formulas de diferenciagdo de matrizes para

calcular a derivada parcial do trago de P(k) em relagdo a K(k), tem-se:

d(tragoP(k)) _ [~ .
S ey (k)| +

F2K(R|CUR)P-(k)CT (k) + R(K)] (4.19)

Igualando-se a eq. (4.19) a zero ¢ resolvendo a equagdo, determina-se a

expressdo para o ganho de Kalman K(k), que é responsavel pela minimizagdo do

erro quadratico médio de estimagdo. A expressao resultante ¢:

K(ic) = P~ ()CT (|CUP ()CT )+ RG] (4.20)
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Uma vez determinada a expressdo para o ganho de Kalman e calculada a
estimativa do estado x no instante de tempo &, que € dada pela eq. (4.11), ¢é
necessario calcular a matriz de covaridncia do erro de estimagdo. A partir da eq.

(4.14) tem-se:

PCk)=[T - KGOCUP (kT - (U] + K(RR(K (k) (4.21)
= P (k)- K(k)CUP~(k)- P (k)CT(RK " (k) +

+ K(O|COOP (kK T (k)+ RUOK ™ (k) (4.22)

Substituindo a eq. (4.20) em (4.22) e rearranjando os termos, obtém-se as

seguintes expressoes para P(k):

P(k)= P (k)- P-(k)C (WCP (k)C” (k) + RE] CCP (k) (4.23)

ou

Plk)= P (k)- KGO|CUOP (K)CT(h)+ RO () (4.24)

ou

P(k) = [1 = K(k)CUOIP~ (k) (4.25)
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Das trés expressoes apresentadas para P(k) a eq. (4.25) é a mais simples
e a mais utilizada. Apresentadas estas equagdes, pode-se assimilar a medida no

instante de tempo k pelo uso da eq. (4.11) com ganho K(k) que ¢é dado pela eq.

(4.20), sendo necessario o valor de X (k—1) e P (k) para assimilar uma nova
medida.
As eq. (4.8), (4.10), (4.11), (4.20) e (4.25) compdem o conjunto de

equagdes recursivas do filtro de Kalman.

4.3. Modelo Recursivo do Filtro de Kalman

O filtro de Kalman realiza uma recursio utilizando o conjunto de
equagdes apresentadas na segao anterior. O estado de um processo ¢ estimado usando
uma forma de realimentagdo, ou seja, o filtro calcula a estimativa em um
determinado instante de tempo e entio uma nova medida ¢ adicionada ao sistema
para corrigir a estimativa inicial.

As equagdes que compdem o filtro de Kalman podem ser divididas em
dois grupos: equagdes de propagagio (projecio) e equagdes de atualizagio
(corregdo) NASCIMENTO JR. (1988). As equagdes de propagagao sao responsaveis
por projetar a estimativa do estado corrente e da matriz de covaridncia, enquanto que
as equagdes de atualizagdo sdo responsaveis pela realimentagdo, ou seja, incorporam
uma nova medida para obter uma estimativa atualizada (melhorada). As equagdes de

atualizagio podem ser consideradas equagoes corretoras.
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Resumindo, pode-se dizer que o filtro de Kalman ¢ apenas um algoritmo
computacional para o mapeamento de medidas discretas (entradas) em estimativas
6timas (saidas). A figura 4.1 mostra o ciclo de execugdo das equagdes.

A cada instante de tempo k, 0 par projegdo (predigdo) e atualizagdo
(corregiio) € repetido utilizando as estimativas iniciais ¥ (k—1) e P (k—1) para

determinar o valor da estimativa corrente X(k).

— Equagdes de
E(!uaqoes~ e |4 atualizacao
Blopa_gaqa? (“corretoras”)
(“preditoras™) —>

FIGURA 4.1 - Ciclo de execugio das equagdes para o filtro de Kalman.

De forma esquematica, o algoritmo recursivo do filtro de Kalman,

processa as medidas da seguinte forma:

1. Calculo das estimativas iniciais ¥™(0) ¢ P (0);
2. Inicio
Parak=1,2,3, .., faga
STk = Al - D)Xk 1)
P~ (k) = A(k — 1) P(k —DA" (k = 1) + (Xk)
K(k)= P (k)CT(CUIP (k)CT () + RG]
5k = (k) + KGOy~ ChoR ()]
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PR = [1 - K(OCW)|P (k)

Fim

As equagdes especificas para a propagagao das estimativas e de

atualizacio para o filtro de Kalman discreto estao resumidas nas tabelas 4.1 ¢ 4.2

respectivamente.

TABELA 4.1 — Equagdes de propagagio das estimativas para o filtro de Kalman

discreto.

Propagagiio da estimativa do estado

87 (k) = Ak -1k~ 1)

Propagaciio do Erro de Covariincia

.

P~ (k) = A(k -1) Pk =1)A” (k -1)+ (k)

TABELA 4.2 — Equagdes de atualizagdo das estimativas para

o filtro de Kalman

discreto.

- ]

Ganho

K(k)= P (k)CT(CUROP ()C (k) + R

Estimativa do estado

5y = & ()+ K(Dh)- Ck ()

Erro de covariincia

PUk)=[1 - KUCUOLP (k)

L



A operagdio completa do filtro de Kalman, combinado a figura 4.1 e as

tabelas 4.1 e 4.2 é mostrada na figura 4.2.

Inicio da recursdao com:
X (0) e P(0)

Projegdo das estimativas iniciais:
X (k)=A(k - Dx(k 1)
P (k)= Atk —D)P(k —DA (k- 1)+ O(k)

Calculo do erro de covariancia Calculo do ganho de Kalman:
para a estimativa atua[izada: K(l{) - P (k)cl(k)[C(k)P_(k)CT(A') n R(k)]‘]

PO = [T - KUOCOP (k)
l— $(0), y(1),...

Atualiza a estimativa com a medida y(k):

(k)= & (k) + KUO[y(k) - CR (k)]

L p #0),80),...

FIGURA 4.2 — Ciclo de operagio do filtro de Kalman discreto.

4.4. Forma Alternativa do Filtro Discreto de Kalman

As equagdes recursivas que compdem o filtro de Kalman podem ser

manipuladas de diversas maneiras MEDITCH (1969), GELB (1974), SORENSON
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(1966). Nesta segdo serdo apresentadas algumas formas alternativas para algumas das
expresses apresentadas na se¢do anterior.

Inicialmente sera apresentada a forma reduzida para a equagao da matriz
de covaridncia. Para a demonstragio das equagdes sera omitido o indice de tempo &
para facilitar a manipulag@o.

Considere a eq. (4.25), que representa a matriz de covaridncia associada

ao erro de estimago, como apresentado na se¢ao anterior:

P=(I-KC)P (4.26)

lembrando que o ganho de Kalman ¢ dado pela eq. (4.20), tem-se:

k-pclerc +r]' (4.27)

substituindo a eq. (4.27) em (4.26), obtém-se:

p=p - PC'lcPC" +R]'CP (4.28)

Analisando a eq. (4.28) e considerando a existéncia das matrizes inversas

- . e |
de: P, P e R, pode-se escrever a seguinte expressao para P

p=lp['+cr'C (4.29)



A eq. (4.29) representa uma forma alternativa para a matriz de
covariancia associada ao erro de estimagdio. A sua justificativa pode ser dada da
seguinte forma: multiplicando-se o lado direito das eq. (4.28) e (4.29), isto se reduz a

matriz identidade.

[P —pPcrcPcr+RYy'cP | |(P) +C R C]
—I-PC|(cPCT +R) -R* +(CPC +R)'CPC'R*[C
—1-PC'|cPCc"+R)'(I+CPCR)-R'[C
=I1-PC[R-R']C

=] (4.30)

Também pode ser derivada uma expressdo alternativa para a expressao

do ganho de Kalman. Tomando-se a eq. (4.27) como ponto de partida tem-se:

K=pPClcpc +R| 431)

Inserindo os termos PP~ ¢ R'R ndo havera mudanga no ganho e a equagdo

anterior sera escrita da seguinte forma:

K=PP'P C'R'R[CPC" +R]’

—PP'PC'R'CPC'R" +R+ 1] (4.32)

Utilizando a eq. (4.29), tem-se:
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k= plp) +cr e r e R ]
_pricrier R ep R 1]
_pCR1+cP R [P c R+ 1]

= PC'R" (4.33)

Dessa forma, obtém-se duas expressdes alternativas: uma para 0 ganho
de Kalman e outra para a matriz de covaridncia associada ao erro de estimagfo.

Tomando-se novamente as eqs. (4.29) e (4.30) ¢ reescrevendo com os indices,

obtém-se:
P =[P )] +CT IR )CH) (4.34)
K (k)= P()C" (FH)R™ (k) (4.35)

O processamento do filtro de Kalman usando as formas alternativas ¢

semelhante ao filtro de Kalman classico e pode ser dado da seguinte maneira:

1. Calculo das estimativas iniciais: X (0) e P (0);

2. Inicio
Parak=1,2,3, ... faga
X (k)= Ak -1)x(k 1)

P (k)= Ak —1)P(k — 1) A" (k=1)+Q(k)
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P (k) =[P (k)]' + CT (k)R (k)C(k) e inverte para obter P(k)
K (k)= P(R)C" (k)R (k)
) =32 )+ K@) -COx ()]

Fim

A figura 4.3 mostra de forma resumida as expressdes que compoem a
recursdo para o filtro de Kalman, com as duas expressdes alternativas derivadas.

Comparando a figura 4.3 com a figura 4.2 percebe-se que utilizando as
expressdes alternativas que a matriz de covaridncia associada ao erro de estimagao
pode ser calculada antes de se calcular o ganho, o que ndo ocorre quando se utiliza as
expressdes da figura 4.2. Outra alteracdo ocorre na expressao para o ganho que agora
utiliza P e dessa forma o calculo P deve ser realizado antes do calculo do ganho, o
que niio ocorre com as equagoes da figura 4.2.

Pela analise da figura 4.3 ¢ facil de se notar que a recursdo utilizando as
expressdes alternativas requer a inversio de matrizes quadradas para cada ciclo de
operagio do algoritmo do filtro de Kalman. Se a ordem das matrizes for grande, isso

representa um problema computacional.
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Inicio da recursiao com:
[Pl e &

Projegio
X (k)= A(k-1)xk-1)
P (k)= A(k=1)P(k -1 A" (k=1)+Q(k)

Calculo de P~ (k) apartir de
P (k)=[P (&) +CT (k)R (k)C(k)
e inverte para obter P(k)

v

Calculo do ganho de Kalman:
K(k)= P(HC™ ()R (k)

fd entrada: y(k)
v

Atualiza a estimativa:
- Li-(k) & )+ K@) -z ()

L saida: xX(k)

FIGURA 4.3 — Ciclo de operagio do filtro de Kalman discreto usando formas

alternativas.
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4.5. Divergéncia do Filtro de Kalman

Desde a publicagio do filtro de Kalman em 1960, este se tornou uma
técnica de filtragem poderosa e largamente utilizada em varias areas € ao Mesmo
tempo assunto de pesquisas cientificas. Com a intensificagio dos estudos sobre o
filtro de Kalman e com varias aplicagdes, notou-se que em certas condigdes o filtro
poderia divergir FITZGERALD (1971).

Por divergéncia considera-se que os erros de estimagfio passam a possuir

um valor médio ndo nulo, divergindo dessa forma do valor esperado:

E[x - i] = [;[erro de estimagao] = 0

e conseqiientemente a estimativa do estado diverge do estado verdadeiro do sistema,
levando dessa forma a resultados bem diferentes do esperado.
Segundo GELB (1974) e FITZGERALD (1971), dois tipos de
divergéncias podem ser encontradas:
o Divergéncia aparente: o valor do erro de estimagdio deixa de ter
média nula e seu valor permanece constante (estacionario) no

decorrer do tempo.

e Divergéneia verdadeira: neste caso, além do erro de estimagdo
deixar de ter média nula, o seu valor cresce no decorrer do tempo.
De acordo com BROWN & HWANG (1992), duas sdo as principais

causas da divergéncia do filtro:
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o Problemas numéricos: este tipo de problema € inevitavel quando
operagdes aritméticas sao realizadas usando computador digital. Os
resultados estdo sujeitos aos erros de arredondamento (“roundoff
errors”) devido ao comprimento de palavra utilizada pelo
computador para fazer a representagdo. Dessa forma, os erros de
arredondamento sdo cumulativos e podem distorcer os resultados

finais do filtro de Kalman.

o Problemas de modelagem: também sdo responsaveis  por
divergéncias do filtro, uma vez que este ¢ muito sensivel aos erros de

modelagem.

4.6. Filtro de Kalman Estendido

Quando o filtro de Kalman ¢é aplicado a sistemas lineares, este se
comporta de maneira 6tima minimizando o valor do erro de estimagdo. O conjunto
de equagdes apresentado nas segoes anteriores considera tanto o modelo do sinal
quanto a medida disponivel como sendo lineares, produzindo dessa forma uma
estimativa linear otima. Em algumas situagdes a modelagem linear da dindmica ou
das medidas do sistema pode ndo ser adequada para representar O sistema
NASCIMENTO JR. (1988).

Levando-se em conta essas observagdes, o conjunto de equagdes que
compdem o filtro de Kalman € ajustado com o objetivo de solucionar o problema da

estimacdo de estados em sistemas nao lineares e portanto algumas alteragdes sdo
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realizadas no algoritmo do filtro de Kalman MAYBECK (1982). De acordo com
NASCIMENTO JR. (1988), a estrutura linear do filtro de Kalman € utilizada para a
propagagéo e atualizagdo da matriz de covariancia dos erros de estimagao. Por outro
lado, a propagagio da estimativa dos estados ¢ realizada usando a estrutura nao linear
do sistema.

A estrutura inicial para o filtro de Kalman estendido é semelhante a
estrutura para o filtro discreto linear com algumas modificagdes. Considere um

sistema cuja dinimica é representada pela seguinte equagio ndo-linear:

(k)= f(x(k =1))+mn(k) (4.36)

sendo f(.) uma fungio ndo-linear que relaciona o estado x no instante de tempo &
e k—1, x(k) é o vetor de estados e w(k) ¢ o ruido de estado. Considere também que

a tnica medida disponivel do sistema é corrompida por ruido aditivo e ¢ dada pela

equacao:

k)= h(x(k))+ (k) (4.37)

sendo p(k) a tnica informagdo disponivel, /() uma fungéo nao-linear que
representa as conexdes entre o vetor de estados x e a medida de ruido v. Tanto

w(k) quanto v(k) sdo ruidos brancos gaussianos, definidos em tempo discreto,

tendo média zero e varidncia dada por:

EsCem™ ()= 00k) (4.38)
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Elp(kyw” G)|= R(h) (4.39)

Dado o conjunto de equagdes que descrevem a dinamica, as medidas do
sistema e as estatisticas do ruido, o passo seguinte é calcular a estimativa de
varidncia minima do estado. Lembrando que, a estimativa de varidncia minima ¢ a
meédia condicional do vetor de estados, indiferente de sua fungdo densidade de

probabilidade GELB (1974). Expandindo f em uma série de Taylor sobre a

estimativa corrente (média condicional) do vetor de estados, tem-se:

i T
=R )b
ox

f

o
ox

(x—%)° .

J(x(k)) = f(x(k))+ o

(4.40)

E assumido que as derivadas parciais existem. Calculando a média em ambos o0s

lados da equagdo acima, obtém-se:

JOU)) = [ +0+0+.. (4.41)

De acordo com GELB (1974), a equagdo para a propagagao das

estimativas do estado e do erro de covaridncia pode ser determinada considerando-se
aproximagdes de primeira ordem para f(x(k)). A equagdo para a propagagao ¢ dada

pela seguinte relagdo:

F (k) = [ R(0) (4.42)



e a equagdo para a propagagio do erro de covaridncia € dada por:
P (k) =FX(k - )Pk = 1)+ P(k - DFT(x(k-1)+Q0(k) (4.43)
sendo /'(x(k))a matriz cujos elementos ij" ¢ dado por GELB (1974):

)

f”(f‘(k))z E.?x_,.(k) \x(k):i‘(k)

(4.44)

As eqs. (4.42) e (4.43) sdo as equagdes para a propagagao da estimativa
corrente e da matriz de covaridncia associada ao erro de estimagdo. Quando uma
nova medida (k) se torna disponivel, a estimativa corrente ¢ atualizada de forma
semelhante ao filtro discreto de Kalman. A expressdo para o calculo da estimativa

corrente é:

)= & (k) + KUy - o) (4.45)

Analisando a eq. (4.45), pode-se observar claramente que para o calculo
da estimativa do estado X(k) ¢é necessario o célculo da matriz do ganho de Kalman.
O ganho de Kalman apresenta a mesma fungao que no algoritmo para as equagoes
lineares, ou seja, ¢ responsavel pela minimizagdo do erro de estimag¢do. O ganho de
Kalman e a covaridncia do erro de estimagio sio representados pelas seguintes

expressoes:
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K(K)= P (K)CT (k)& (CUOR ()P (k)C" (k)% (k) + R(k)]" (4.46)
PO =T - KUOCUOR (0)P(k) (4.47)

Dessa forma, o procedimento usado pelo filtro de Kalman estendido € o

seguinte:

1 Inicialmente calcula-se as estimativas iniciais do estado x (0) e da
matriz de covariancia do erro P(0);
2. Inicio
Parak=1,2,3, .. faca
X (k)= f(x(k-1)

ax(k ) l x(F)=%(k)
P (k) = F(&(k — )Pk~ 1) + Pk = DI (X(k = 1)+ Ok)

ch(x(k))

X(E)=5 (k)
K(k)= P~ (OHT (.%’(A’){H(.{' PO () + R(k)]_l

§(k)= & (k)+ KC k)~ k)]
PU) = |1 - KGOH(GE ()P ()

Fim
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O conjunto das equagdes que compdem o filtro de Kalman estendido €

sumarizado nas tabelas 4.3 e

4.4.

TABELA 4.3 — Equagdes de propagagdo das estimativas para o filtro de Kalman

estendido.

Propagacio da estimativa

do estado

& (k) = f(R(k-1)

Propagagiio do Erro de

Covariincia

L

P (k) = F(&(k —1)P(k =1)+ Ptk =) F" (f(k = 1))+ O(k)

TABELA 4.4 — Equagdes de atualizagio das estimativas para o filtro de Kalman

estendido.

Ganho

)= PCUOH” (& ()] HGE GOWPUOH (R ()4 R(f«)]'

Estimativa do estado

Rk = &K+ Kk — ()]

Erro de covariincia

POk = |1~ KCHGE ()|P~(h)
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O filtro de Kalman estendido tem sido aplicado em varias areas e em
diversas aplicagdes, sendo computacionalmente superior a filtros néo lineares
“6timos” que se baseiam na teoria da filtragem néo linear NASCIMENTO JR. (1988)
e MAYBECK (1982). A operagio completa do filtro de Kalman estendido ¢

mostrada na figura 4.4.

Inicio com X (0) e P(0)

Projegdo das estimativas iniciais:
| &)= fGEE-)
P (k)=F(X(k-1)Pk—1)+ Pk - DFET (2(k-1)+0(k)

Calculo do ganho de Kalman:
K(ky= P(OH" (& ()] HGE P TUOHT (& (k) + (K|

»(0), y(1),...

Atualiza a estimativa com a medida y(k):

(k)= & (k) + KGOk — K 3k))]

L

£(0),£(1), ..

v

Calculo do erro de covariancia para
atualizar estimativa:

)= |1 - KGOH(E ()P ()

FIGURA 4.4 — Ciclo de operagio do filtro de Kalman estendido.
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4,7. Consideracoes Finais

Neste capitulo foi apresentada a teoria do filtro de Kalman aplicada a
sistemas lineares e ndo lineares (filtro de Kalman estendido).

Além do desenvolvimento das equagdes que compdem ambos os filtros,
o capitulo também apresenta algumas dificuldades que podem surgir quando as
técnicas do filtro de Kalman sio empregados, dentre elas: sintonizagdo,
condicionamento numérico e limitagio de recursos computacionais.

Outro problema que ocorre com fregiiéncia ¢ a divergéncia, ou seja, 0
erro de estimag@o passa a ter um valor médio diferente de zero. A divergéncia pode
ser dividida basicamente em dois grupos: divergéncia aparente e divergéncia
verdadeira, e pode ser provocada por problemas numéricos e de modelagem.

Quando o filtro de Kalman ¢ aplicado a sistemas lineares este produz
estimativas otimas minimizando o valor do erro de estimagdo. Para a aplicagdo em
sistemas ndo lineares, o mesmo nio ocorre, dessa forma, define-se o filtro de Kalman
estendido e apresentou-se as modificagdes necessarias no conjunto de equagdes para

que este possa ser utilizado em sistemas néo lineares.



Capitulo 5

Redes Neurais Artificiais

5.1. Introducio

Neste capitulo é apresentada uma nova técnica que vem ganhando muita
atengdo entre os pesquisadores da area de processamento digital de sinais: as Redes
Neurais Artificiais.

Inicialmente, o capitulo traz um breve historico sobre o surgimento das
redes neurais artificiais, o modelo do neurdnio artificial e a descrigdo das principais

arquiteturas empregadas.
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O capitulo se encerra com o estudo de duas classes importantes de redes
neurais: as redes com multiplas camadas treinadas pelo algoritmo de retropropagagao

(backpropagation) e as redes de fungdo de base radial (radial basis function — RBF).

5.2. Historico

A criagdo de um modelo artificial para a representagdo do cérebro e a
conseqiiente reproducio das atividades neurais tém sido assunto de pesquisas ha
muitas décadas. O primeiro trabalho reportando um modelo artificial de um neurénio
biologico data de 1943, publicado por um psiquiatra e neuroanatomista Warren
McCulloch e por um matematico recém formado Walter Pitts MCCULLOCH &
PITTS (1943).

Neste trabalho, os autores reportam a utilizagdo de redes neurais artificiais
e métodos de aprendizagem para que os neurdnios possam executar atividades
semelhantes as do cérebro humano.

Alguns anos depois do trabalho de McCulloch e Pitts, Donald Hebb HEBB
(1949) publica seu trabalho apresentando uma nova regra de aprendizagem para as
redes neurais. De acordo com esta regra, conhecida como regra de Hebb, a
aprendizagem de redes neurais é conseguida através da variagdo dos pesos de entrada
dos neurdnios artificiais.

Em 1960, uma nova regra de aprendizagem surge na comunidade de RNA
(redes neurais artificiais). Esta nova regra, conhecida como regra de Widrow-Hoft
WIDROW & HOFF (1960) ou regra delta, é baseada no método do gradiente para a

minimizagfio do erro na saida de um neurénio.
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Uma das primeiras redes neurais artificiais com capacidade de
aprendizagem surge em 1958 publicado por Frank Rosenblatt ROSENBLATT
(1958). O modelo de Rosenblatt era baseado no modelo proposto por McCulloch e
Pitts e foi chamado de perceptron. O perceptron poderia ser treinado para classificar
certos tipos de padrdes linearmente separaveis, ou seja, problemas cuja solugdo pode
ser obtida dividindo-se o espago de entrada em duas regides atraves de uma reta. O
perceptron de Rosenblatt era formado por trés camadas: a camada de entrada, que
recebe as informagdes do meio externo; a segunda camada ou camada oculta, que
recebe os impulsos da primeira camada atraves dos pesos e a camada de saida que
gera a saida da rede neural.

Alguns anos mais tarde, o trabalho publicado por Minsky e Papert,
MINSKY & PAPERT (1969) causa grande repercussdo na comunidade de RNAs.
Neste trabalho, Minsky e Papert mostram algumas tarefas que o perceptron nao era
capaz de executar, mas que representam uma grande classe que ndo pode ser
desprezada. Este fato foi responsavel por uma baixa produgio cientifica na década de
70.

A década de 80 é marcada pelo ressurgimento das redes neurais na
comunidade internacional devido a varios fatores. O primeiro deles foi a publicagao
do trabalho de John Hopfield em 1982 HOPFIELD (1982) que mostrou a relagdo
entre as redes recorrentes associativas e sistemas fisicos, abrindo dessa forma espago
para teorias da Fisica estudar tais modelos. Outro fator responsavel pela retomada de
interesse nas RNAs foi o avango da tecnologia, principalmente da microeletronica,

permitindo dessa forma a realizago fisica de alguns modelos de RNAs.
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5.3 Neuronios Biologicos e Artificiais

A grande motivagio para o estudo e desenvolvimento das RNAs esta
inspirada no cérebro humano. O cérebro por sua vez ¢ formado por neurdnios, tendo
aproximadamente 10" neurdnios.

O objetivo de uma rede neural € tentar reproduzir as fungdes das redes
biologicas, tais como: percepgdo, reconhecer e relacionar padroes, usar e armazenar
conhecimento por experiéncia e interpretar observagdes BRAGA ef. al (1999).

O neurdnio pode ser dividido basicamente em trés partes: o corpo celular
ou soma, o axonio e os dendritos. A figura 5.1 mostra o modelo anatdmico
simplificado de um neurdnio biologico.

Os dendritos sdo responsaveis por receber as informagdes (impulsos
nervosos) a partir dos axdnios de outros neurénios. Estas informagoes recebidas sdo
processadas pelo corpo celular, que por sua vez gera novos impulsos que sdo
transmitidos a outros neurdnios através do axdnio. Os axdnios podem ser
considerados as “linhas de transmissdo” do neurdnio. Estes axdnios estdo ligados aos
dendritos de outros neurénios e o ponto de contato € chamado de sinapse. E através
das sinapses que os neurdnios se unem formando redes neurais.

Uma rede neural assim como o cérebro humano, pode ser considerada
um processador paralelo e distribuido, ou seja, a informagao ¢ processada
paralelamente por varios neurdnios e depois distribuida para outros neurdnios para
gerar a saida da rede.

A aquisi¢io de “conhecimento” pela rede neural € realizada através de

um processo de aprendizagem e este “conhecimento” ¢ armazenado pelos pesos
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sinapticos. Este processo se da atraves de um algoritmo de aprendizado através do

qual os pesos sinapticos sdo modificados objetivando saidas desejadas.

; 7—' Espinhas dendritais

Entradas
- ginfpticas

Dendritos
apicais 1
Segmento

de dendrito

Dendritos
basais

Terminals
sindpticos

FIGURA 5.1 — Modelo anatdmico simplificado de um neurdnio bioldgico.

Como exposto na segdo anterior, 0 neurdnio constitui a unidade basico

fundamental para a operagdo de uma rede neural. A figura 5.2 mostra o modelo de
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um neurdnio artificial.

Corpo celular,
processa as
informacgdes recebidas !
pelos dendritos

Sinais de
entrada de
outras células

Dendritos
recebendo as
mformagdes de

Axonio - .
entrada i Regido de saida do
carrega sinais para outros g
o axonio
neuronios.

FIGURA 5.2 — Modelo de um neurdnio artificial.

Analisando a figura 5.2, pode-se destacar trés elementos bésicos, como

aqueles destacados para o neurénio biologico:

o vregiio de enfrada: regido que recebe informagdes de outros

neuronios;

e corpo celular: regiio onde ocorre o processamento das informagdes
que chegam até o neurdnio; as operagdes descritas nesta regido

constituem uma combinagio linear;
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o fungiio de ativacio (u,): esta fungdo ¢ responsavel por limitar a

amplitude da saida do neurdnio.

A figura 5.3 descreve o modelo ndo-linear de um neurdnio.

Bias
[ 5
»wo—> b,
Fungao de

ativacao ,
§ Saida

- () —» u,
Sinais de V. —p
entrada <

Juncéo
aditiva

Pesos
sinapticos

FIGURA 5.3 — Modelo nao linear de um neuroénio artificial.

sendo y,,V,,...y. 0s sinais de entrada para a rede neural, ,, ®,, ...,®, Sao 0s pesos
120250 ELY B2, o™y

sinapticos que conectam o neurdnio j ao neurénio k; u, ¢ a combinagdo linear para o

neurdnio k.
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5.4. Principais Arquiteturas de Redes Neurais

A arquitetura de uma rede neural refere-se ao modo pelo qual os
neurdnios da rede estdo estruturados. Na literatura classica sobre redes neurais
distinguem-se basicamente trés classes de arquiteturas de redes: redes com camada

unica, redes com multiplas camadas e redes recorrentes.

5.4.1. Redes com Camada Unica

A figura 5.4 mostra o esquema de uma rede com camada unica. Esta rede
¢ dita ter camada Gnica porque a camada de entrada ndo é contada por ndo haver

processamento nela.

Camada de entrada de Camada de saida de
neurdnios neurdnios

FIGURA 5.4 — Rede neural com apenas uma camada de neuronios.

5.4.2. Redes de Muiltiplas Camadas

Nesta estrutura, a rede neural apresenta uma ou mais camadas ocultas,

que sdo responsaveis pelo processamento da rede neural. Além do processamento, as
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camadas ocultas (ou unidades ocultas) também sdo responsaveis pela extragdo de
estatisticas de ordem elevada que sdo utilizadas para mapear entrada-saida. A figura
5.5 ilustra uma rede com multiplas camadas.

Como pode ser observado na figura 5.5, a camada de entrada apenas
recebe o sinal a ser processado do meio externo e passa esse sinal para a primeira
camada oculta. Os sinais de saida da primeira camada oculta sdo utilizados como
entrada para a proxima camada oculta e assim por diante até a camada de saida da
rede neural. O sinal de saida da dltima camada da rede neural representa a resposta

da rede para o sinal aplicado na entrada.

FIGURA 5.5 — Rede neural com multiplas camadas.

As redes neurais com multiplas camadas podem ser classificadas em:
redes neurais totalmente conectadas e redes neurais parcialmente conectadas. Nas
redes neurais totalmente conectadas, cada um dos neurdnios de uma camada esta

conectado com todos os outros neurdnios da camada seguinte. Para as redes
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parcialmente conectadas, nem todos os neurénios de uma determinada camada estdo

conectados aos neuronios da camada seguinte.

5.4.3. Redes Recorrentes

A principal caracteristica de uma rede neural recorrente € a presenga de
pelo menos um lago de realimentagdo. As redes neurais recorrentes podem apresentar
apenas uma ou varias camadas de neurdnios. Além do nimero de camadas pode
ocorrer também a presenga de lagos de auto-realimentagdo; auto-realimentagdo se
refere a situagdo onde a saida de um neurdnio € realimentada para a sua propria
entrada.

A figura 5.6 mostra o esquema de uma rede neural recorrente sem lagos
de auto-realimentagiio e sem neurdnios ocultos. A figura 5.7 mostra uma rede neural

recorrente com neurdnios ocultos e com lagos de realimentagéo.

—

AL Operadores de

v Y

2"

|
;

FIGURA 5.6 — Rede neural recorrente sem neuronios ocultos e sem lagos de auto-

realimentagao.
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FIGURA 5.7 — Rede neural recorrente com neurdnios ocultos e lagos de auto-

realimentagio.

5.5. Aprendizagem em Redes Neurais Artificiais

As principais caracteristicas das redes neurais responsaveis por seu
proprio desenvolvimento sdo sua capacidade de aprendizagem e generalizagdo.
Segundo MENDEL & MCCLAREN (1970), aprendizagem € um processo pelo qual
os parametros livres (pesos sinapticos) de uma rede sdo adaptados através de um
processo de estimulacio pelo ambiente no qual a rede esta inserida.

Varios algoritmos de aprendizagem foram desenvolvidos desde o
surgimento das redes neurais e podem ser classificados em dois grupo: aprendizagem

supervisionada e aprendizagem nao-supervisionada.
5.5.1. Aprendizagem Supervisionada

O método de aprendizagem supervisionada ¢ o método mais comum
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utilizado para o treinamento de redes neurais. Neste método, tanto a entrada quanto a
saida desejada para a rede sdo fornecidas por um professor, e o algoritmo de
aprendizagem procura criar uma relagéio entre a entrada e a saida fornecidas através
da adaptagdo dos pesos da rede.

Para cada padrio de entrada fornecido a rede, esta calcula a saida e
compara com a saida desejada gerando dessa forma um sinal de erro. Este sinal de
erro por sua vez € utilizado para ajustar os pesos da rede, com o objetivo de
aproximar o sinal de saida calculado pela rede com o sinal desejado.

A grande desvantagem da aprendizagem supervisionada € que na
auséncia do professor a rede neural ndo conseguira aprender novas situagdes. Como
exemplos de aprendizagem supervisionada pode-se citar a regra delta WIDROW &
HOFF (1960) e o algoritmo de retropropagagio RUMELHART ef. a/. (1986), que ¢

uma generalizagdo da regra delta para redes com multiplas camadas.

5.5.2. Aprendizagem Nio-Supervisionada

Este método de aprendizagem se comporta de forma diferente da
aprendizagem supervisionada. Como o proprio nome sugere, nao existe neste método
um professor para supervisionar o aprendizado da rede. Os padrdes de entrada e
saida que eram fornecidos para o treinamento da rede agora ndo estio mais
disponiveis.

Para o treinamento, a rede recebe apenas os padroes de entrada e
estabelece regularidades estatisticas da entrada dos dados, desenvolvendo dessa

forma uma habilidade de formar representagdes internas para codificar caracteristicas
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da entrada e criar novas classes BRAGA er. al. (1999). Este tipo de aprendizagem ¢
utilizado quando os dados de entrada da rede neural apresentam redundéncias. Um
exemplo de aprendizagem ndo-supervisionada € a regra de aprendizagem

competitiva.

5.5.3. Aprendizagem por Refor¢o

A aprendizagem por refor¢o pode ser considerada um caso particular de
aprendizagem supervisionada. Em ambos os casos existe uma interagdo com o meio
externo. Cada um dos métodos de aprendizagem utiliza uma medida de desempenho,
que € a principal diferenca entre eles. Na aprendizagem supervisionada, o
desempenho do sistema € baseado em um sinal de erro que ¢ gerado comparando-se
a saida corrente (calculada) da rede com a saida desejada. Para a aprendizagem por
reforgo, ndo existe um sinal de erro utilizado para ajustar os parametros da rede e sim
um sinal de refor¢o gerado por um critico. O critico recebe um sinal de reforgo (sinal
de reforgo primario) do ambiente e converte em um sinal de reforgo heuristico,
indicando se a saida esta correta ou ndao. A figura 5.8 ilustra a aprendizagem por
reforgo.

O sinal de reforgo (sim/ndo) enviado para a rede neural em resposta a
uma agdo produzida pela rede apenas avalia o desempenho da rede. Em momento

algum, o sinal de reforgo instrui a rede em como melhorar o desempenho.
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> RNA
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FIGURA 5.8 — Modelo de aprendizagem por reforgo HAYKIN (1994).

5.6. Redes com Muiltiplas Camadas

Na seg¢do 5.4 foram apresentadas as principais arquiteturas de redes,
dentre elas: redes com camada unica, redes com multiplas camadas e redes
recorrentes. As redes com camada Unica (camada computacional consistindo de um
unico neurdnio) somente realizam classificagio de padroes quando estes sdo
linearmente separaveis, dai sua limitagéo.

Nesta se¢do serdo apresentadas as redes com multiplas camadas (MLP —
Multilayer Perceptrons) treinadas pelo algoritmo de retropropagagdo, que sao
largamente empregadas em processamento digital de sinais de voz.

As redes de multiplas camadas surgiram para resolver problemas que os
perceptrons de camada unica ndo conseguiam resolver (problemas que ndo sdo
linearmente separaveis). A figura 5.9 apresenta uma rede de multiplas camadas com

duas camadas ocultas e uma camada de saida. Como também ja foi mencionado na
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se¢do 5.4, as camadas ocultas sdo responsaveis pela extragdo de estatisticas de ordem
elevada. Segundo CYBENKO (1989), uma rede com duas camadas intermediarias

pode implementar qualquer fungéo, linear ou nao.

Sinal de
entrada

Sinal de
saida

Camada de
entrada

Primeira Segunda Camada de
Camada Oculta Camada Ocultas saida

FIGURA 5.9 — Rede neural com duas camadas ocultas e uma camada de saida.

O treinamento dos perceptrons com multiplas camadas ¢ realizado pelo
algoritmo de retropropagacio, também conhecido como propagagido do erro (error

backpropagation).

5.6.1. Algoritmo de Retropropagaciio

O treinamento de uma rede neural pelo algoritmo de retropropagagdo ¢

realizado em dois passos: o passo para a frente (propaga¢dio) e o passo para tras

(retropropagagio).
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No passo para frente, o vetor de entrada aplicado a camada de entrada se
propaga pelas camadas ocultas até a camada de saida, produzindo a saida corrente

(calculada). Considere o vetor y de comprimento m como sendo o sinal de entrada

da rede, portanto a saida produzida no neurénio j € calculada pela equagio:
u; (k)= (1, (k) (5.2)

sendo ¢(.) a fungdo de ativagdo do tipo sigmoidal e 7,(k) o campo local do

neuronio j, definido por:

m-1

1,(k) :Zmﬂ (ku, (k) (5.3)

sendo @, os pesos sinapticos que conectam o neurdénio ;/ ao neurdénio j e u, é o

sinal de entrada do neurdénio j, ou seja, € o sinal produzido na saida do neurénio /.
Caso o neurdnio j esteja na primeira camada oculta da rede, sua entrada sera o vetor

Y
n, ()= y, (k) (5.4)

sendo y,(k) o i-ésimo elemento do vetor de entrada. Da mesma forma, caso o
neurdnio j esteja na camada de saida da rede, u; sera a saida da rede neural, e sera

representada da seguinte forma:
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u(k)y=o,(k) (5.5)

O sinal de saida o, (k) ¢ comparado com a saida desejada (k) gerando

o sinal de erro e, (k) para o neurdnio /, definido por:

e, (k)=0,(k)—d, (k) (5.6)

Durante a fase de propagagdo, os pesos sinapticos da rede neural
permanecem inalterados. Com o calculo do sinal de erro na saida da rede, termina a
fase de propagagdo e inicia-se a fase de retropropagagio, através da qual o sinal de
erro € retropropagado entre as camadas ocultas e os pesos sinapticos sdo alterados. A
cada camada de retropropagagdo ¢ necessario calcular o gradiente (&) para cada
neurdnio oculto.

O calculo do gradiente & envolve a derivada da fungdo de ativagdo
ALEKSANDER & MORTON (1990), HAYKIN (1999). Para a fungdo de ativagéo

sigmoidal logistica, o valor do & ¢ dado por:

8, (k) =e (k)p'; (u,; (k)

=e, (K)o, ()1 —o, (k)] (5.7)

sendo a eq. (5.7) utilizada quando o neurénio j ¢ um neurdnio localizado na camada

de saida. Para os neurdnios localizados nas camadas ocultas, o calculo do gradiente é

dado por:
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8, =0, [, (0)> 5,0, (k)

i

—u, (-, ] 5,0, (k) (5.8)

sendo u (k) a saida para o neurénio j localizado em uma camada oculta, w, (k) é

0 peso sinaptico que conecta o neurénio j ao neurdnio 7 e J,(k) € o gradiente local

para o neurdnio 7.
Depois de calculados os gradientes locais para os neurdnios da camada

oculta, a atualizagdo dos pesos sinapticos pode ser realizada pela seguinte equagio:
©, (k+1) =, k) +alo, (k-8 (u, (k) (5.9)

sendo 7 a taxa de aprendizagem e & € a constante de momento.

A taxa de aprendizagem 7 € um pardmetro utilizado para controlar as
variagdes dos pesos sinapticos, ou seja, quanto menor a taxa de aprendizagem, menor
serdo as variagdes dos pesos sinapticos da rede, caso contrario, grandes modifica¢des
ocorrerdo nos pesos sinapticos podendo tornar a rede instavel. Para evitar que a rede
se torne instavel com o aumento do pardmetro da taxa de aprendizagem, pode-se
incluir na rede o termo de momento. O termo de momento aumenta a velocidade de

aprendizagem dos padrdes, reduzindo o problema da instabilidade.
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5.6.2. Resumo do Algoritmo de Retropropagacio

Inicializagfo: inicializar os pesos e os limiares da rede;

2. Apresentagiio dos exemplos de treinamento: escolha um exemplo

de treinamento aleatorio e apresente a rede;

Propagaciio: para o par de entrada (y(k),d(k)), sendo y(k) o vetor
de entrada e d(k) a resposta desejada para o padrdo y(k), calcule os
campos locais utilizando a eq. (5.3). Caso o neurdnio ;j esteja na
primeira camada, substituir a eq. (5.3) pela eq. (5.4). Em seguida,
calcule a saida para cada neurdnio utilizando a eq. (5.2). Caso o
neurdnio j seja um neurdnio de saida, sua saida sera calculada pela
eq. (5.5). Depois de calculada todas as saidas para os neurdnios,

calcular os erros para cada neurdnio da camada de saida com auxilio

daeq. (5.6) ;

Retropropagacio: calcule os gradientes locais (&) para cada
neuronio da rede. Se o neurdnio j estiver na camada de saida, utilize

a eq. (5.7), caso contrario utilize a eq. (5.8). Depois de calculado o

gradiente local, ajuste os pesos sinapticos com a eq. (5.9);

Iteraciio: apresente novos padrdes para a rede e execute os passos de

2 a 4 até que um critério de parada seja satisfeito.
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S.7. Redes de Funciio de Base Radial

Uma grande quantidade de estudos e aplicagdes realizados com as redes
neurais MLLP com fungdo de ativagdo do tipo sigmoidal tém assegurado a efetiva
validade e contribuigdo do paradigma. Entretanto, estudos tém mostrado que as MLP
ndo estdo livres de problemas. Em particular, elas requerem um extenso tempo de
treinamento, sdo suscetiveis a problemas de minimos locais e suas performances
dependem da arquitetura utilizada. As redes neurais RBF surgem entdo como uma
alternativa para competir com o espago de pesquisas aberto pelas redes MLP.

Inicialmente as redes RBF foram utilizadas em 1988 por BROOMHEAD
& LOWE (1988).

A arquitetura empregada nas redes RBF ¢ semelhante a empregada nas
redes MLP, ou seja, apresentam camadas de entrada, camadas escondidas
(intermediarias) e camadas de saida. Geralmente, o nimero de camadas escondidas ¢
igual a um, embora redes RBF com mais de uma camada escondida ja tenham sido
empregadas na literatura HE & LAPEDES (1991). A figura 5.10 mostra a arquitetura
tipica de uma rede RBF.

O numero de neurdnios em cada camada pode variar de acordo com a
aplicacdo. Embora a figura 5.10 esteja apresentando uma rede com apenas um

neurdnio de saida, esta pode apresentar qualquer quantidade de neurdnios.
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FIGURA 5.10 — Rede de fungio de base radial.

Com relagdo a fungdio de ativagdo, as redes RBF utilizam fungdes radiais.
As fungdes radiais sdo uma classe de fungdes onde seus valores podem aumentar (ou
diminuir) em relagfio a distdncia de um ponto central MARAR (1997). Esta classe de
fungdes é caracterizada por dois pardmetros: o centro e o raio. Uma fungfo radial

tipica ¢ a fungdo gaussiana, que € dada pela seguinte equagao:

ey

p(y)=e ¥ (5.10)

sendo y o vetor de entrada, ¢ ¢ o centro da fungdo e r € o raio. Outras fungoes
radiais também sdio empregadas, dentre elas a fungdo multiquadratica e a
multiquadratica inversa.

A fungdo multiquadratica € dada pela equagio:
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p(y)=

Jri+(y—c)?
: (5.11)

e a multiquadratica inversa ¢ dada pela equagao:

()= d (5.12)
Pt (y-c)

A saida para um neurénio j ¢ dada pela expressao:

4y =Y o ,o(y - x| (5.13)

sendo @, 0s pesos sinapticos que conectam o neurdénio / ao neurdnio j, @(.) ¢ um

conjunto de fungdes radiais e ||| denota a norma euclidiana.

5.7.1. Treinamento das Redes RBF

O processo de treinamento de uma rede RBF pode ser realizado por
varios métodos. Basicamente, os métodos de aprendizagem sdo divididos em duas
fases. Na primeira fase sdo determinados os raios e os centros das fungdes de base

radial e na segunda fase do processo de aprendizagem sdo ajustados os pesos.
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e DPrimeira fase do treinamento:

Nesta primeira fase sdo determinados os numeros de fungdes de base
radial, os centros e os raios. Para a determinagdo dos centros, varias abordagens
podem ser empregadas. Uma dessas abordagens consiste em selecionar
aleatoriamente os centros a partir do conjunto de treinamento. Uma segunda
abordagem considera a determinagio dos centros e dos raios como um processo de
aprendizagem supervisionada baseado na corregdo de erro. A terceira abordagem
emprega o algoritmo de agrupamento de A-médias (“k-means”) DELLER (1993),
HAYKIN (1999).

Para a aplicagio do algoritmo k-médias, inicialmente o espago de padroes
de entrada € dividido em £ regides. Escolhe-se & vetores para serem os centros de &
grupos. Os outros vetores do conjunto de treinamento sdo atribuidos ao grupo que
tiver o centro mais proximo. Depois que os vetores forem atribuidos aos grupos que
tiverem o centro mais proximo, os centros dos grupos siao recalculados. Um novo
conjunto de treinamento € apresentado ao algoritmo, calcula-se novamente a
distdncia em relagdo aos grupos e em seguida os centros sdo recalculados. O
algoritmo k-médias sera encerrado quando os centros ndo sofrerem mais alteragdes.
A tabela 5.1 descreve a recursdo do algoritmo A-médias.

Depois de determinados os centros das fungdes de base radial, outro
pardmetro a ser determinado na primeira fase de treinamento sdo os raios (larguras)

das fungoes. De acordo com MOODY & DARKEN (1989), cada raio pode ser

determinado como a média entre todas as distancias de cada centro da unidade n, e o

centro da unidade 7, mais proxima. Em termos matematicos a equagdo ¢

representa(la por:
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m

o;= L Z”,u_’. - ﬂiH (5.14)

m5
sendo que g, € o centro mais proximo de g, .

Tabela 5.1 — Algoritmo k-médias.

Inicializacfio: escolha & parti¢des do vetor de treinamento y, denotados por A, , &
=1, 2,3, ..., K e calcule o vetor média de cada partigdo y,,k=1,2,3,.., K
Recursio

1. Para cada vetor do conjunto de treinamento, atribua-o a parti¢do que tiver a
menor distancia em relagéo ao centro

k = a[‘glllill I'}’J .vk “

2. Recalcule os centros das partigdes.

3. Retorne ao passo | enquanto os centros sofrem alteragoes.

e 2"fase do treinamento:
Nesta fase, os pesos sinapticos que conectam cada neuronio da camada
escondida com os neurdnios da camada de saida sdo ajustados. Os ajustes dos pesos

podem ser determinados pela regra delta WIDROW & HOFF (1960).

o(k+1)=w(k)+ne(k)x(k) (5.15)
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sendo 77 o parametro da taxa de aprendizagem.

5.8. Comparacio entre Redes RBF e Redes MLP

As redes RBF e as redes MLP sdo exemplos de redes alimentadas adiante

(feedforward) e nao lineares. Ambas sdo consideradas aproximadores universais de

fungdes. Na pratica, sempre existe uma rede RBF capaz de imitar precisamente uma

MLP especifica, ou vice-versa. Apesar dessa equivaléncia, algumas diferengas

podem ser destacasas:

as duas redes apresentam numero de camadas intermediarias
diferentes. Enquanto as redes MLP podem apresentar qualquer
namero de camadas intermediarias, as redes RBF apresentam apenas
uma camada;

o argumento para a fungdo de ativagao nas redes RBF ¢ a norma
(distancia) entre os padrdes de entrada e os centros das unidades. Para
as redes MLP, o argumento para a fungdo de ativacio é o produto
escalar entre o vetor de entrada e os pesos;

as redes MLP apresentam unidades (neurdnios) ndo-lineares. As
redes RBF apresentam neurénios ocultos (intermediarios) nao-
lineares e neurdnios de saida lineares.

O treinamento para as redes RBF ¢ mais rapido do que para as redes

MLP.



5.9. Consideracoes Finais

Este capitulo foi dedicado ao estudo de uma nova tecnologia que vem
ganhando espago na area de processamento digital de sinais: as redes neurais
artificiais.

Inicialmente foi apresentado um breve historico sobre o surgimento das
redes neurais, o modelo de neurdnio artificial comumente empregado e as principais
arquiteturas existentes.

O capitulo também apresenta os principais métodos de aprendizagem
encontrados na literatura classica, destacando as principais diferengas entre eles,
vantagens e desvantagens de cada um.

A segdo 6 descreve as redes neurais com multiplas camadas que com o
desenvolvimento do seu algoritmo de treinamento (retropropagagio) foi responsavel
pelo ressurgimento das pesquisas na area de redes que até entdo estavam
adormecidas, principalmente pela publicagdo do trabalho de Minsky e Papert. A
aprendizagem por retropropagagio tornou-se padrao para o treinamento de redes com
maltiplas camadas.

O capitulo se encerra com a teoria das redes RBF, que sdo as redes
utilizadas no desenvolvimento deste trabalho de pesquisa. As redes RBF apresentam-
se de forma semelhante as redes MLP treinadas pelo algoritmo de retropropagagio,
mas algumas diferencas sdo destacadas, sendo uma das principais o tempo de

treinamento que ¢ menor para as redes RBF.



Capitulo 6

Filtro Duplo de Kalman Estendido

6.1. Introdugio

Baseado nos capitulos 4 e 5, este capitulo apresenta a descrigio do
algoritmo do Filtro Duplo de Kalman Estendido desenvolvido para a aplicagio em
filtragem de sinais de voz contaminados por ruido. Além da descricdo, sera
apresentado também o resultado das simulagdes realizadas para avaliar o algoritmo
utilizando dois tipos de ruido: o ruido branco gaussiano e o ruido branco ndo

estacionario.
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6.2. Descrigio do Algoritmo

Como apresentado no capitulo 5, as redes neurais artificiais tém sido
amplamente utilizadas em processamento digital de sinais, sendo empregadas
principalmente em sistemas de reconhecimento e estimagio (filtragem) de sinais de
voz a partir de medidas corrompidas por ruidos, classificagdo de sinais bioelétricos,
particularmente EKG (eletrocardiograma), EEG (eletroencefalograma), EMG
(eletromiograma) e ENG (eletroneurograma) com a finalidade de se extrair
informagdes patologicas dos 6rgaos.

Baseado na teoria do filtro de Kalman e nos métodos de redes neurais
artificiais, WAN & NELSON (1997), (1998a) e (1998b) desenvolveram o algoritmo
para o Filtro Duplo de Kalman Estendido - FDKE (Dual Extended Kalman
Filtering). Neste algoritmo sdo empregados dois filtros de Kalman e uma rede neural
artificial para a estimagao de sinais de voz a partir de medidas corrompidas por ruido.

O modelo considerado admite que o sinal de voz é gerado por um

processo auto-regressivo nao linear, alimentado por um ruido de estado w(k) de

acordo com a eq. (6.1).

x(k)= f(x(hk=1),x(k—=2),....x(k = M), ®) +w(k) (6.1)

O sinal disponivel € contaminado por ruido aditivo e é dado pela eq. (6.2)

(k) = x(k)+v(k) (6.2)
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sendo x(k) o vetor que representa o sinal de voz alimentado pelo ruido de estado

w(k), M a ordem do processo, f(.) uma fun¢do ndo linear, neste caso uma rede
neural com valores anteriores a x(k) parametrizados por @, que é o vetor contendo

os pesos da rede neural. Os pesos sio determinados durante o processo de
treinamento da rede. O sinal y(k) representa o sinal de voz disponivel contaminado
por ruido aditivo v(k).

Como apresentado no capitulo 4, para a aplicagdo das técnicas de
filtragem de Kalman € necessario que as eq. (6.1) ¢ (6.2) estejam na forma de

espagos de estados. Considere os seguintes modelos de espagos de estados para as eq.

(6.1) € (6.2):

x(k) = Flx(k - D]+ w(k) (6.3)
y(k) = C(k)x(k)+v(k) (6.4)
x(k) Jxk), x(k=1),...x(k—M +1),m)
sendo:  x(k) = "'(k:_ Dt Flx(h)]= "'(f()
x(k—M +1) x(k—-M +2)

C=[1,00.,...0]

Para um modelo linear, F [x(/f)] pode ser escrito como Ax(k), sendo A
a matriz de transi¢io de estados e w(k) e v(k) sdo ruidos com varidncias conhecidas

2
oleo..
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Para o desenvolvimento do algoritmo FDKE, WAN & NELSON (1998b)
se basearam nos trabalhos desenvolvidos por CONNOR ef al. (1994) e
PUSKORIOUS & FELDKAMP (1994). CONNOR e/ al. (1994) utilizam um filtro de
Kalman estendido juntamente com uma rede neural para a estimag¢do dos estados de
um sistema dindmico e PUSKORIOUS & FELDKAMP (1994) empregaram um
filtro de Kalman para a estimagdo dos pesos de uma rede neural. O esquema do

algoritmo € mostrado na figura 6.1.

Equacoes de Projeciio FKE 1
X (k) = . x(k)
> Equacgdes de Medidas > >
. l FKE 1
& k-1
o I
(Medida)

N
y(k)

& (k-1 Equagdes de Projegdo FKE 2| - (k) v
-~ .| Equagdes de Medidas
= FKE 2

(k)

FIGURA 6.1 — Diagrama em blocos do algoritmo proposto por WAN & NELSON
(1998Db).

O algoritmo FDKE consiste em fazer uma dupla estimativa, ou seja,

estimar os estados do sistema e estimar os pesos da rede. Pela analise da figura 6.1
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observa-se que a cada instante de tempo £, a estimativa do estado x ¢é utilizada pelo
filtro dos pesos e a estimativa dos pesos € utilizada pelo filtro de estados. Para um
conjunto de dados finitos, o algoritmo trabalha em paralelo até que os pesos da rede
convirjam.

Da teoria do filtro de Kalman classico, para um modelo linear com
parametros conhecidos, o filtro de Kalman pode ser aplicado diretamente para
estimar os estados de um sistema caso o modelo empregado seja linear com

parametros conhecidos. A cada instante de tempo 4, o filtro calcula a estimativa
X (k) bem como a covaridncia do erro, P (k), associada com a estimativa do

estado. Quando uma nova medida y(k) torna-se disponivel, o filiro de Kalman

atualiza a estimativa X (k) obtendo x(k) e a sua covaridncia associada ao erro de

estimagao (k).

6.3. Alteracies no Algoritmo

Com base nos trabalhos desenvolvidos por BROOMHEAD & LOWE
(1998) e KADIRKAMANATHAN et al. (1991), onde redes RBF foram empregadas
com sucesso para a predigio de séries temporais caoticas, e os trabalhos
desenvolvidos por CHEN ef al. (1992a) (1992b) que empregaram redes RBF para a
estimag@o de sinais que foram corrompidos na transmissio, este trabalho consiste em
substituir a rede neural treinada pelo algoritmo de retropropaga¢io no trabalho
desenvolvido por WAN & NELSON (1998b) por redes do tipo RBF com fungéo de

ativagdo gaussiana.
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Como exposto no capitulo 5, as redes do tipo RBF apresentam varias
vantagens em relagéo as redes MLP, sendo que uma das principais ¢ sua capacidade
de aprendizagem mais rapida, além do custo computacional ser reduzido.

Neste algoritmo FDKE também ¢ considerada a inexisténcia de sinais de
voz livres de ruidos para o treinamento da rede neural. Esta por sua vez utiliza os

parametros determinados pelo filtro de Kalman durante o processo de estimagio

6.4. Estimagio de Estados

Para a estimagdo dos estados do sistema sdo utilizados um filtro de
Kalman e uma rede neural. A rede ¢ responsavel pela projegio, ou seja, predigdo das
estimativas iniciais que serdo utilizadas pelo filtro de Kalman para atualizagio.

Como o modelo do sinal de voz apresentado na eq. (6.1) ndo é linear, o
filtro de Kalman ndo pode ser aplicado diretamente. Dessa forma, é necessario
linearizar o modelo a cada instante de tempo k. As equagdes que compoem o filtro

de Kalman estendido para a estimagéo dos estados sdo apresentadas abaixo:

(k) = F[x(k - 1),0] (6.5)

P (k)= B(k)P(k - 1)B” (k) + 0> (6.6)
B E)F[.{‘,a)]

B(k) = ) (6.7)

K(k) =P (k)C" (W|Ch)P (k)CT (h)+0? I' (6.8)

P(k) =1 - K(k)C(H)|P~ (k) (6.9)
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Rk)y=% ()+K®)|yh)-Ct (k) (6.10)

No conjunto de equagdes exposto acima, as equagdes (6.5) e (6.6)
correspondem as equagdes de projegdo do filtro enquanto que as equagdes (6.8), (6.9)
e (6.10) sdo as equagdes de atualizagdo das estimativas. A eq. (6.7) € responsavel
pela linearizagdo da rede neural a cada instante de tempo k. Para o célculo da matriz

de linearizagao da rede neural é assumido que as derivadas parciais existem.

6.5. Estimacido dos Pesos

Como o algoritmo estudado utiliza redes neurais, é necessaria a
determinagdo dos pesos da rede. Como exposto anteriormente, nenhum sinal de voz
livre de ruido esta disponivel para o treinamento da rede neural. Dessa forma, um
segundo filtro de Kalman € utilizado para a determinag@o dos pesos.

Para a aplicagdo do filtro de Kalman para a determinagdo dos pesos ¢é
necessario que o modelo das equagdes esteja num espago de estados. O modelo de

espaco de estados dos pesos € dado por:

a(k)=w(k-1) (6.11)

y(k) = f(x(k=1), k) +wk)+v(k) (6.12)

As equagdes utilizadas pelo filtro de Kalman para a estimag¢do dos pesos

da rede neural sdo dadas por:

& (k) = &k —1) (6.13)
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P (k)= Pk 1) (6.14)

K(ky=P (b)H' (k)[H(k)P’ (HOH" (k) +0? +of] I (6.15)

P(k)=[1- K HE)|P~ (k) (6.16)

H(ry=E® (6.17)
Cw

k) = 6 (k) + K@)\ y(hk) - % (k)] (6.18)

De forma semelhante a eq. (6.7), a eq. (6.17) é responsavel pela

linearizagdo da rede a cada ciclo de operagéo do filtro de Kalman.

6.6. Implementaciio e Avaliacio do Algoritmo

O algoritmo descrito acima foi implementado usando o ambiente de
programacao Matlab. Os sinais a serem processados foram colhidos na placa sound
blaster e corrompidos por ruido. Dois tipos de ruidos sdo considerados no
processamento: ruido branco gaussiano e ruido branco nédo estacionario.

Para o processamento do algoritmo varias palavras foram utilizadas

3y &L
>

3 (19

dentre elas: “casa”, “vela”, “elétrica” e “cedo”. Todas estas palavras foram colhidas
na placa sound blaster e amostradas a uma taxa de 11025 Hz. Em ambos os
resultados dos processamentos apresentados neste trabalho foi utilizada a palavra
“elétrica”. O algoritmo foi aplicado a janelas retangulares sucessivas de 250 amostras
(aproximadamente 23 ms), sem superposigao.

Para a rede neural, esta foi processada com trés camadas. Variou-se

diversas vezes o numero de neurdnios tanto na camada de entrada quanto na camada
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oculta e o melhor ajuste encontrado foi 15 neurdnios na camada de entrada e 5
neurdnios na camada oculta. O niimero de neurdnios na camada de saida foi fixado
em .

Os neurénios da camada oculta utilizam fungdes de base radial gaussiana.
A expressdo para esta fungéo foi apresentada no capitulo 5 e é dada por:

2

y-¢)°

p(y)=c (6.19)

Testes com as outras fungdes de base radial (multiquadratica e
multiquadratica inversa) também foram realizados, porém notou-se um aumento no
tempo de processamento. De acordo com a eq. (6.19), antes do processamento da
rede neural é necessaria a determinagfio dos centros e dos raios da fungdo de base
radial. Para o calculo dos centros e dos raios foi utilizado o algoritmo A-médias
descrito na tabela 5.1.

A simulagdo foi realizada num computador com processador pentium 111
333 MHz, com 64 MB de memoria RAM. O tempo de processamento variou entre

I'5 e 20 minutos, dependendo da configuragdo da rede neural e do sinal processado.

6.6.1. Processamento Utilizando Ruido Branco Gaussiano

Neste primeiro teste, foi considerado um ruido aditivo branco gaussiano
(média constante zero e desvio padrdo 0.05). Este ruido foi gerado no Matlab e
adicionado ao sinal de voz. A figura 6.2 mostra a forma de onda do sinal original

antes de ser corrompido pelo ruido branco gaussiano que por sua vez esta
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representado na figura 6.3. Depois de corrompido, a forma de onda do sinal é
mostrada na figura 6.4. Este sinal contaminado por ruido ¢ aplicado ao FDKE e o

resultado pode ser observado na figura 6.5.

Amplitude

. L L ' N .
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FIGURA 6.2 — Forma de onda da palavra “elétrica”.
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FIGURA 6.3 — Ruido branco gerado para contaminar o sinal da figura 6.2.
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FIGURA 6.4 — Sinal de voz contaminado por ruido branco gaussiano.
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FIGURA 6.5 — Sinal de voz processado pelo FDKE.

Comparando a figura 6.5 com a figura 6.4 nota-se claramente uma grande
redu¢do do ruido pelo algoritmo FDKE, principalmente nos trechos de siléncio do

sinal. Além da comparagdo entre as formas de onda, foram realizados também testes



subjetivos para avaliar a qualidade do sinal processado. Estes testes comprovam a
redugdo de ruidos em relagao ao sinal de voz contaminado e o sinal original.

Outro fator que pode ser levado em conta para avaliar o sinal processado
¢ a relacdo sinal ruido (SNR). Para este teste utilizando ruido branco gaussiano
houve um aumento de 25 dB na SNR. Apesar desse aumento na SNR, um ruido
residual permanece e sua eliminagéo é quase impossivel.

Além da comparagao entre as formas de onda no tempo e da relagio sinal
ruido, outra ferramenta que também pode ser utilizada para analisar o sinal
processado € o espectrograma. Os espectrogramas sdo graficos bidimensionais na
qual a dimenséao vertical corresponde a freqiiéncia e a dimensao horizontal ao tempo.
As figuras 6.6 e 6.7 mostram os espectrogramas do sinal de voz original e do sinal
de voz processado respectivamente. Conforme observado para as formas de onda das

figuras 6.5 e 6.2, a redugdo do ruido pode ser observada nos trechos de siléncio.

Frenienea

FIGURA 6.6 — Espectrograma do sinal original.
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FIGURA 6.7 — Espectrograma do sinal corrompido por ruido branco gaussiano.
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FIGURA 6.8 — Espectrograma do sinal filtrado.

Conforme analise dos trés espectrogramas percebe-se na figura 6.8 (sinal
filtrado) que nas altas freqiiéncias (entre 2000 e 3000 Hz) a intensidade do sinal foi
ressaltada pelo algoritmo de filtragem se comparado com o espectrograma da figura
6.7 (sinal corrompido por ruido). Pode-se perceber também que apesar de uma

redugiio da intensidade do ruido, um ruido residual permanece.
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6.6.2. Processamento Utilizando Ruido Branco Nao

Estacionario

Conforme apresentado na se¢iio anterior, o sinal de voz resultante do
processamento pelo FDKE, quando corrompido por ruido branco gaussiano
apresenta uma grande redugio de ruido e um aumento de 25 dB na SNR. Como os
sinais na natureza nem sempre apresentam caracteristicas estacionarias, este segundo
teste considera o sinal de voz corrompido por ruido branco ndo estacionario. De
forma semelhante ao processamento utilizando ruido branco gaussiano, o sinal
original representado na figura 6.2 ¢ corrompido por ruido branco ndo estacionario.
A forma de onda no tempo para o ruido branco ndo estacionario esta representada na
figura 6.9 e o sinal corrompido na figura 6.10.

As caracteristicas da rede neural sdo as mesmas que foram utilizadas para

o ruido branco. O sinal processado pode ser observado na figura 6.11.
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FIGURA 6.9 — Ruido nfio estacionario.
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FIGURA 6.10 — Sinal de voz contaminado com ruido branco nédo estacionario.
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FIGURA 6.11 — Resultado da filtragem do sinal contaminado com ruido branco nao

estacionario.

Como para o ruido branco estacionario, o sinal resultante do

processamento do sinal corrompido por ruido branco ndo estacionario apresentou
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uma reducdo consideravel do ruido aditivo, facil de se notar nos trechos de siléncio.
A inteligibilidade do sinal ¢ bem melhor em relagdo ao sinal corrompido. A figura
6.12 mostra o espectrograma para o sinal corrompido por ruido branco ndo
estacionario e a figura 6.13 mostra o espectrograma para o sinal resultante do

processamento.
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FIGURA 6.12 — Espectrograma do sinal de voz corrompido com ruido branco nfio

estacionario.
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FIGURA 6.13 — Espectrograma do sinal resultante do processamento do sinal

corrompido com ruido branco ndo estacionario.
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Comparando-se as figuras 6.12 e 6.13 observa-se uma melhora do sinal
filtrado em relagdo ao sinal corrompido por ruido, que pode ser constatado
principalmente nos trechos de siléncio do sinal e nas altas freqtiéncias (entre 2000 e
4000 Hz), onde as componentes do sinal foram ressaltadas. Para este processamento

houve um aumento de 15 dB na SNR.

6.6.3. Pré-Filtragem Utilizando o Filtro de Média

Nos testes anteriores, para a determinagdo dos pardmetros do filtro de
Kalman e das redes neurais, o algoritmo de filtragem ¢ aplicado diretamente ao sinal
de voz corrompido por ruido. Desse modo, tanto os parametros do filtro de Kalman
quanto da rede neural ndo sdo determinados eficientemente devido a intensidade do
ruido e conseqiientemente apesar do sinal resultante apresentar uma grande redugdo
do ruido aditivo notou-se nos testes auditivos a presenga de um ruido residual.

Para a redugdo desse ruido residual, uma pré-filtragem é empregada no
sinal disponivel y(k). Duas técnicas de pré-filtragem foram utilizadas: filtro de
média e filtro de mediana, sendo que os melhores resultados foram obtidos com o
filtro de média. Para o filtro de média cada amostra do sinal corrompido por ruido é a
media aritmética entre amostras anteriores e posteriores em relagdio a uma
determinada amostra. A ordem do filtro de média (nimero de pontos utilizados para
calcular a média) foi variada em 3, 5 e 7 e os melhores resultados foram obtidos com
5 pontos. As figuras 6.14 a 6.16 mostram as formas de onda para o sinal corrompido
por ruido antes da pré-filtragem, sinal resultante da preé-filtragem e o sinal resultante

do processamento respectivamente.
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FIGURA 6.14 — Sinal de voz contaminado por ruido branco gaussiano antes da pré-

filtragem.
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FIGURA 6.15 — Sinal resultante da pré-filtragem.
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FIGURA 6.16 — Resultado da filtragem do sinal pré-filtrado.

De todos os testes realizados o sinal apresentado na figura 6.16
representa o melhor processamento realizado pelo FDKE com um aumento de
aproximadamente 28 dB na SNR. Quando comparado este teste (utilizando pré-
filtragem) com o primeiro teste realizado em que o FDKE foi aplicado diretamente
ao sinal corrompido por ruido, o processamento com pré-filtragem apresentou um
aumento de 3 dB na SNR em relagio ao primeiro teste. Com relagdo a qualidade do
som, € o que mais se aproxima do sinal original.

As figuras 6.17 e 6.18 representam os espectrogramas para o sinal
corrompido por ruido branco gaussiano antes da pré-filtragem e para o sinal
resultante do processamento pelo FDKE, respectivamente. Comparando-se as figuras
6.18 e 6.6, pode-se observar uma redugdo consideravel do ruido. Nas altas
freqiiéncias (entre 2000 e 3000 Hz) nota-se que as componentes do sinal foram
recuperadas, mas ainda permanece um ruido residual. A eficiéncia do algoritmo

deve-se principalmente a pré-filtragem inicial que reduziu a poténcia do ruido.
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FIGURA 6.17 - Espectrograma do sinal de voz corrompido com ruido branco

gaussiano.
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FIGURA 6.18 — Espectrograma do sinal resultante do processamento pelo FDKE,

sendo que a pré-filtragem foi realizada pelo filtro de média.

6.7. Consideracoes Finais

Neste capitulo foi apresentado o algoritmo para o Filtro Duplo de

Kalman Estendido (FDKE) que foi estudado e analisado. O algoritmo original



consiste em uma rede neural, treinada pelo algoritmo de retropropagagio e dois
filtros de Kalman estendidos. A rede neural ¢ um filtro de Kalman sdo responsaveis
pela estimagdo dos estados enquanto que o segundo filtro é responsavel pela
estimacio dos pesos da rede neural.

Neste trabalho, a rede MLP treinada pelo algoritmo de retropropagagéo
foi substituida por redes RBF com fung#o de ativagio do tipo gaussiana.

Para a avaliagio do algoritmo foram realizados varios testes com
diferentes sinais de voz corrompidos por dois tipos de ruido: ruido branco gaussiano
e ruido branco ndo estacionario. Para o teste em que o sinal de voz foi corrompido
por ruido branco gaussiano houve um aumento de 25 dB na SNR. Para o sinal
corrompido por ruido branco ndo estacionario o aumento foi de 15 dB. Todos os
testes apresentados neste trabalho foram para a palavra “elétrica”. Para a
comprovagdo desses resultados outros sinais foram processados.

Apesar da grande redugdo de ruido, um ruido residual (ruido musical)
permanece. Para uma redugdo da poténcia deste ruido residual foi aplicada ao sinal
ruidoso uma pré-filtragem com o filtro de média e logo em seguida o filtro duplo de
Kalman estendido. O sinal processado é o que mais se aproxima do sinal original
(sem ruido aditivo) com um aumento de 28 dB na SNR. Com o emprego da pré-
filtragem houve um aumento de 3 dB em relagao ao teste sem pré-filtragem. Além do
filtro de média na pré-filtragem foi utilizado também o filtro de mediana mas o

melhor resultado foi para o filtro de média.



Capitulo 7

Conclusoes

As técnicas de filtragem de sinais de voz, mais especificamente a
filtragem de Kalman e Redes Neurais Artificiais foram o enfoque deste trabalho.
Vérias técnicas comumente empregadas na literatura classica foram ressaltadas, mas
muitas vezes apresentam um ganho baixo e podem até provocar distorgdes no sinal
filtrado.

Neste trabalho foi estudado e implementado o algoritmo para o Filtro
Duplo de Kalman Estendido (FDKE). Este algoritmo utiliza dois filtros de Kalman e
uma rede neural. O filtro de Kalman juntamente com a rede neural realiza a

estimagio dos estados enquanto que o segundo filtro ¢ responsavel pela estimagao
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dos pesos da rede, tendo em vista que foi considerada a inexisténcia de sinais livre de
ruidos para o treinamento da rede neural.

O algoritmo original foi implementado com redes MLP treinadas pelo
algoritmo de retropropagagdo, enquanto que este trabalho propds a substituigdo da
rede MLP por redes RBF. As redes RBF sdo redes equivalentes, mas apresentam
varias diferengas e vantagens, sendo a principal o seu tempo de treinamento que €
menor.

A avaliagio do algoritmo foi comparativa e os sinais de voz foram
colhidos na placa sound blaster amostrados a uma taxa de 11.025 Hz e corrompidos
com ruido aditivo gerado através da ferramenta Matlab. Para os testes foram gerados
dois tipos de ruido: o ruido branco gaussiano e o ruido branco ndo estacionario. Os
resultados apresentados neste trabalho foram para a palavra “elétrica”. Para a
confirmagdo dos resultados outros sinais foram testados dentre eles as palavras
“casa”, “cedo” e “vela”.

A avaliagdo dos sinais processados foi realizada através da observagdo da
forma de onda no tempo, analise dos espectrogramas, determinagdo das relagdes
sinal ruido (SNR) e testes subjetivos. Tanto os testes com ruido branco gaussiano
quanto com ruido branco ndo estacionario produziram resultados satisfatorios e
mostraram a eficiéncia do algoritmo implementado. Pela analise das formas de onda
no tempo percebe-se a redugdo do ruido principalmente nos instantes de siléncio,
mas um ruido residual permanece.

Além das comparagdes entre as formas de onda dos sinais no tempo, a
relagdo sinal ruido representa uma ferramenta importante para a analise de sinais. O

sinal de voz corrompido com ruido branco gaussiano apresentou um aumento de



aproximadamente 25 dB na SNR. Para o sinal corrompido com ruido branco ndo
estacionario o aumento na SNR foi de aproximadamente 15 dB.

Quando o algoritmo de filtragem € aplicado diretamente ao sinal de voz
corrompido por ruido, tanto os pardmetros do filtro de Kalman quanto da rede neural
ndo sio determinados eficientemente principalmente devido a intensidade do ruido e
conseqiientemente nota-se no sinal filtrado a presenga do um ruido musical.

Com o objetivo de melhorar as estimativas iniciais do sinal para a
determinagdo dos pardmetros da rede neural e do filtro de Kalman e reduzir a
intensidade do ruido musical, foi utilizado no sinal corrompido por ruido uma pre-
filtragem com o filtro de média. Dentre os testes realizados, o sinal filtrado pelo
algoritmo com pré-filtragem apresentou o melhor resultado com um aumento de
aproximadamente 28 dB na SNR, ou seja, uma melhora de 3 dB em relagdo ao
processamento sem pré-filtragem.

Além da analise das formas de onda no tempo, analise dos
espectrogramas e determinagdo da relagio sinal ruido também foram realizados
testes subjetivos para a andlise da qualidade auditiva do sinal filtrado. Todos os
sinais filtrados sdo auditivamente melhores que o sinal corrompido por ruido. O sinal
processado pelo FDKE e com pré-filtragem apresenta ruido musical menor que os
outros dois.

Com relagio a rede neural, esta foi implementada com trés camadas:
camada de entrada, escondida e de saida. O niimero de neuronios nas camadas de
entrada e escondida foi variado diversas vezes ¢ o melhor ajuste encontrado foi 15
neurdnios na camada de entrada e 5 neurdnios na cama oculta. O nimero de

neurdnios na camada de saida foi fixado em 1.



Dessa forma, o projeto foi concluido apds um estudo do algoritmo de
filtragem de Kalman e de redes neurais artificiais. Estes algoritmos foram
implementados e os testes realizados provaram sua eficiéncia.

Durante o desenvolvimento deste projeto algumas idéias surgiram, mas
ndo puderam ser realizadas. Algumas delas sao possiveis de ser implementadas a
curto prazo, porém outras exigiriam um estudo mais detalhado. Abaixo algumas
idéias.

| Estimativa das varidncias dos ruidos de estado e aditivo. Neste

trabalho foi considerado que as estimativas eram conhecidas;

7 Testes com outras estruturas de redes como, por exemplo, redes

recorrentes.

3. Alteragio no modelo dos pesos da rede neural que ao invés de utilizar

a medida no instante de tempo anterior sera utilizada uma meédia de n
amostras anteriores.

4. Determinagdo dos centros da rede RBF substituindo o algoritmo k-

médias pela recursdo ortogonal minima quadratica, que dentre vérias

vantagens apresenta um custo computacional reduzido.
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