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Resumo

TINOS, R.. Computagédo Evolutiva em Ambientes DinamicosTese (Livre-Docente) — Fa-
culdade de Filosofia, Ciéncias e Letras de Ribeirdo Pretivethidade de Sdo Paulo, Ribeirdo
Preto, 2012.

Algoritmos Evolutivos (AES) sdo meta-heuristicas popiolagis inspiradas em principios ba-
sicos da evolucao natural e de outros paradigmas bioladiesrsos aplicacdes de AEs ocor-
rem em ambientes dindmicos, nos quais a funcdo de avaliaga@riaveis de decisdo e/ou
as restricdes do problema mudam durante o processo de atéwiz Em tais problemas, AEs
tradicionais geralmente ndo apresentam desempenh@gaiisf Esta tese trata do problema
do uso de Computacao Evolutiva em ambientes dinamicos sebsds angulos. Na primeira
parte do trabalho, uma visao geral sobre o problema tratagoeSentada. As duas partes se-
guintes desta tese aprofundam os temas estudados, trazendtetalhes exemplos de técnicas
praticas e teoricas, todas propostas pelo autor destafigseAES especialmente desenvolvi-
dos para ambientes dindmicos sdo apresentados: o Algdaanético com Taxa de Mutacéo
Dependente do Gene, o Algoritmo Genético com Imigranteatdfeos Auto-Organizado; e 0s
Algoritmos Evolutivos com Mutacaq-Gaussiana. Com relagdo aos aspectos tedricos do pro-
blema estudado, € apresentada, entre outras, a analisgalimibs Genéticos pelo enfoque
dos sistemas dinamicos.

Palavras-chave: Computacao Evolutiva, Problemas de gagao Dinamica, Algoritmos Ge-
néticos.
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Abstract

TINOS, R.. Evolutionary Computation in Dynamic Environments. Thesis (Livre-Docente) —
Faculdade de Filosofia, Ciéncias e Letras de Ribeirdo Rdativersidade de Sao Paulo, Ribei-
rao Preto, 2012.

Evolutionary Algorithms (EAs) are population meta-heticsinspired by the principles of
natural evolution and other biological paradigms. Many vaald problems occur in dynamic
environments, where the evaluation function, decisiornaées and/or the constraints of the
problem change during the optimization process. When thienggation problem changes du-
ring the evolutionary process, traditional EAs generafiyndt present good performance. This
thesis addresses the problem of the use of Evolutionary @tatipn in dynamic environments
from different aspects. In the first part of the work, an ov@mwof the problem addressed is
presented. The next two parts present in details examplpgaofical and theoretical techni-
ques for the investigated topic, all proposed by the autlidinis thesis. Three EAs specially
developed for dynamic environments are presented: thet&eXlgorithm with Gene Depen-
dent Mutation Rate, the Genetic Algorithm with Self-Orgaad Random Immigrants, and the
Evolutionary Algorithms withg-Gaussian Mutation . Concerning the theoretical aspedtseof
problem, it is presented, among others, the analysis of eAkyorithms for dynamic envi-
ronments using the dynamical systems approach.

Keywords: Evolutionary Computation, Dynamic Optimizatidroblems, Genetic Algorithms.



"O universo (que outros chamam a Biblioteca) é composto detumem indefinido,
e talvez infinito, de galerias hexagonais , com vastos poeogedtilacdo no meio ... A
distribuicdo das galerias € invariavel. Vinte prateleir@®m cinco longas prateleiras por
lado, cobrem todos os lados menos dois; sua altura, que é anldares, mal ultrapassa
a de um bibliotecario normal. Uma das faces livres d& para wmetlor apertado, que
desemboca noutra galeria, idéntica a primeira e a todas...cafla um dos muros de
cada hexagono correspondem cinco prateleiras; cada peaietontém trinta e dois livros
de formato uniforme; cada livro tem quatrocentas e dez @gicada pagina, quarenta
linhas; cada linha, umas oitenta letras de cor negra. Tambénietras no dorso de cada
livro; essas letras ndo indicam ou prefiguram o que dirdo agimas.

...quero rememorar alguns axiomas. ...O segundo: o nimesirdbolos ortogra-
ficos € vinte e cinco. Esta constatacdo permitiu, ha trezeatms, formular uma teoria
geral da Biblioteca e resolver satisfatoriamente o proldesme nenhuma conjectura tinha
decifrado: a natureza informe e cadtica de quase todos osslivum, que meu pai viu no
hexagono do circuito quinze noventa e quatro, constava etsasl M C V perversamente
repetidas desde a primeira linha a ultima. Outro (muito adteslo nesta zona) € um mero
labirinto de letras, mas a pagina penultima diz - Oh tempatp@amides -. ..

Dessas premissas inconvertiveis deduziu que a Bibliotemalée que suas prateleiras
registram todas as possiveis combinacdes dos vinte e tsimimIlos ortograficos (nimero,
ainda que vastissimo, ndo infinito), ou seja, tudo o que é dagoessar: em todos 0s
idiomas ...

Naquele tempo falou-se muito das Vindicacoes: livios déogje e de profecia, que
para sempre vindicavam os atos de cada homem do universoréagaan arcanos prodi-
giosos para o seu futuro. Milhares de cobi¢cosos abandonasainoce hexagono natal e
precipitaram-se escadas acima, premidos pelo vao prapdstencontrar sua Vindicacao
... Também se esperou entdo o esclarecimento dos mistésisob da humanidade: a
origem da Biblioteca e do tempo ...

Em alguma estante de algum hexagono (raciocinaram os hgrdews existir um livro
gue seja a cifra e o compéndio perfeito de todos os demaisnalgbliotecério o consul-
tou e é analogo a um deus.... Muitos peregrinaram a procuEed” Durante um século
trilharam em véo os mais diversos rumos. Como localizar eredo hexagono secreto
gue o hospedava? Alguém propds um método regressivo: Rzabizar o livro A, consul-
tar previamente um livro B, que indique o lugar de A; para la o livro B, consultar
previamente um livro C, assim até o infinito ... .

Em aventuras como essas, prodigalizei e consumi meus a@osnh parece inveros-
simil que em alguma prateleira do universo haja um livroltotaSe a honra e a sabedoria
e a felicidade ndo sdo para mim, que sejam para outros. ..

"A biblioteca de babel", livro "Fic¢cbes”, de Jorge Luis Besg3a ed., 2001, Ed. Globo).



Parte |

Introducao aos Algoritmos Evolutivos
Aplicados em Otimizacao Dinamica



1 Introducao

A Natureza possui mecanismos eficientes para tratar dvéipsms de problemas comple-
X0S que, quando descritos computacionalmente, sao ditieeserem manipulados por técnicas
de computacdao tradicionais. Inspiradas em tais mecanjshvessas solugées computacionais
tém sido propostas nas ultimas décadas. Entre estas fanitespitacdo da Natureza, podemos
citar o sistema nervoso, como no caso das Redes Neuraigiaitifil], 0 comportamento de
grupos de individuos, como nos casos da Otimizacéao por @alde Formigas [2] e da Otimi-
zacao por Enxame de Particulas [3], o sistema imunolég@apmo Sistemas Imunoldgicos
Artificiais [4], e a genética e a evolucao natural, como na Paacao Evolutiva [5].

Algoritmos Evolutivos (AES) tém sido aplicados com sucessoum grande numero de
problemas de otimizacdo nas Ultimas décadas. AEs sdo mettsticas populacionais ins-
piradas por principios basicos da evolucdo das espéciesio @m outras partes do mundo,
um crescente namero de pesquisas em Computacao Evolutiv&dé feita no Brasil recente-
mente [6]. No Brasil, assim como no resto do mundo, a maiasioblemas de otimizacéo
evolutiva tem sido descrita como problemas estacionamims guais a funcdo de avaliagédo, as
variaveis de decisao e as restricdes do problema sao mafixida durante o processo de otimi-
zacao. Contudo, em diversas aplica¢cdes, 0s problemasndieatéio sédo dinamicos, nos quais
a funcdo de avaliacdo, as variaveis de decisdo e/ou agdestiilo problema mudam durante
0 processo evolutivo. Diversos fatores sdo responsaveigigomudancas, como, por exem-
plo, falhas, alterac6es no ambiente, chegada de novositegué demandas, objetivos que se
alteram, mudancgas econdmicas e variaveis humanas.

Como exemplo, considere o caso da otimizacéo das leis deotmde um robé movel em
um ambiente ndo-estruturado [7]. Se a avaliacdo de umadsp&utgita online, ou seja, o robd
com leis de controle ditadas pela solu¢do que esta sendadevaleve executar uma tarefa e,
de acordo com seu desempenho, o valor da aptiddo € geradocespo de otimizacdo sera
em geral extremamente longo [8]. Por exemplo, considergo@oa avaliagdo do individuo
demore 1 minuto, o tempo de execucgéo para um processo coneflfifbgs e uma populagéo
do AE com 50 individuos excedera 3 dias. Neste tempo, disetiséaracfes poderdo ocorrem



1 Introducéo 3

no ambiente e no robd, como mudancgas na poténcia das batevide ao consumo da energia,
alteragcbes na luminosidade do ambiente, entre outras [7].

Quando mudangas ocorrem no problema depois de um processomizacao ter sido
executado, a solugdo encontrada pode ndo ser mais eficdp, g@® uma nova solugéo deve
ser encontrada. A solucdo mais simples para lidar com a ngadam problema € iniciar um
novo processo de otimizac&o quando alteracdes no deseagenmelhores solugdes ocorrem.
Contudo, como no exemplo dado no paragrafo anterior, o psocgde otimizagdo muitas vezes
requer um longo tempo e um substancial esforco computdciSeaa nova solucdo depois da
mudanca € de alguma forma relacionada as solucdes préstias pepdem ser utilizadas para se
encontrar a solucéo requerida pelas condi¢des atuais degsm, 0 que pode representar uma
enorme economia de tempo e esforgco computacional. Dewessaltar que estes requisitos sao
de vital importancia em varias situacdes, como, por exengplando a nova solucao deve ser
obtida em uma janela curta de tempo.

AEs séo particularmente atrativos para tais problemasvithebs da populagéo anterior a
mudanca no problema podem gerar a nova populacédo ap6s agautdaproblema. Entretanto,
apos varias geracoes, os individuos da populacdo geramenvergem no espaco de busca
para pontos vizinhos ao melhor individuo atual. Se a sugerdie fithess muda abruptamente,
a populacgéo atual pode ficar presa em étimos locais vizinhwsBor solucao encontrada antes
da mudanca no problema. Além disso, mesmo em problemas gienmsuavemente, o conhe-
cimento obtido durante o processo evolutivo pode ser Utd pa encontrar as novas solucdes
apos as mudancas. Assim, o estudo do desempenho de AE®traie/ou o desenvolvimento
de novos AEs para tais problemas sao necessérios. Desta, foroiblemas de otimizagéo que
ocorrem em ambientes dinamicos, ou Problemas de OtimiZaig@mica Dynamic Optimiza-
tion Problems DOPSs), tém atraido crescente aten¢édo da comunidade deuGagép Evolutiva
nos ultimos anos [9], [10], [11], [12].

Esta tese trata o problema do uso de Computacao Evolutivarénemtes dinamicos sob
diversos angulos. Na primeira parte do trabalho, uma vig#al gobre o problema tratado é
apresentada. Primeiramente, no Capitulo 2, AEs sédo brexerapresentados. Em seguida
(Capitulo 3), DOP é definido formalmente, bem como séo aptades exemplos destes pro-
blemas de forma a introduzir o leitor a teméatica estudadaodad pratica. No Capitulo 4,
algumas medidas de desempenho utilizadas em AEs aplicad®@Ods e aspectos tedricos
destes sao introduzidos. Em geral, técnicas evolutivasP@Ps podem ser classificados em
trés categorias principais: 1) Geracdo e manutencdo desitiade durante o processo evo-
lutivo; 2) Uso de conhecimento obtido durante o processdidézacao; 3) Uso de multiplas
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populacdes. Esta classificacdo € comentada no Capituloxdrao sdo apresentadas algumas
técnicas tipicas de cada categoria.

As duas partes seguintes desta tese aprofundam os tendedestnos capitulos 4 e 5, tra-
zendo com detalhes exemplos de técnicas praticas e tedadas propostas em artigos cienti-
ficos cujo primeiro autor € o autor desta tese. Na Parte § AEs especialmente desenvolvidos
para DOPs séo apresentados. S&o eles: Algoritmo Genétitdaxa de Mutacdo Dependente
do Gene (Capitulo 6); Algoritmo Genético com Imigrantesaddeios Auto-Organizado (Capi-
tulo 7); e Algoritmos Evolutivos com Mutagc@pGaussiana (Capitulo 8).

A inspiragcdo bioldgica e os bons resultados alcancados eensds problemas préaticos
nao nos eximem de buscar o entendimento teérico para o fuamiento e desempenho dos
AEs. Pelo contrario, reforcam ainda mais a necessidadevdstigar AEs de um ponto de vista
tedrico. Desta forma, na Parte Ill, aspectos tedricos dblpnoa estudado sdo apresentados
(aspectos tedricos dos algoritmos propostos sdo tambémidiss ao longo dos capitulos da
Parte 1l). Primeiramente, o Gerador de Problemas DinanGarginuos Através de Rotacao,
obtido através da analise do Gerador de Problemas Bina@#s [X3], € apresentado no Capi-
tulo 9. Em seguida, a analise de Algoritmos Genéticos pedioger dos sistemas dinamicos,
desenvolvida para problemas estacionarios por Vose [1e§tendida para DOPs no Capitulo
10.

Finalmente, as observacdes finais deste trabalho aparecParte 1V.



2 Algoritmos Evolutivos

Uma importante técnica para otimizacao é a dos métodosvtesgempregados largamente
guando métodos exaustivos e de calculo analitico ndo podeapkcados ou apresentam um
custo computacional inviavel. Em um método iterativo, $farma-se a solucdo (ou conjunto
de solucdes) atual(is) do problema iterativamente atrd@ésn operador determinado por uma
regra pré-definida, partindo-se de uma solucéo (ou confimsmlucdes) inicial(is). Apos cada
solucao ser gerada, sua qualidade é avaliada através d@fde@valiacdo. As novas solucdes
geradas podem ou nédo ser aceitas, o que é feito de acordo cooparador, determinado
por uma regra também pré-definida, que aqui, por converigacchamada de operador de
selecdo. Basicamente, os métodos iterativos sédo difadoste acordo com os operadores de
transformac&o e selecdo empregatos

Por exemplo, considere o método do Gradiente DescendesjteN#&ste caso, o operador
de trasformacé&o da solucéo atual € definido através do gtadacal da funcéo de avaliacéo,
enquanto que o operador de selecédo especifica que toda Hogacsgerada € aceita. Note
gue ambos operadores ndo apresentam carater estocasijioe faz com que o método seja
classificado com deterministico (ndo contando, € clarorradale inicializacao das solucées).

J& no método do Recozimento Simula@infulated Annealing16], as soluc¢des, que sédo
reais, sao trasformadas através da adicdo de um desvidradeggrado a partir de uma dis-
tribuicdo Gaussiana, enquanto que a nova solucao € aceii@ode acordo com o critério de
selecéo de Boltzmann, cujo parametro que define o rigor canuona solugéo pior que a atual
seja aceita decai ao longo do processo de otimizagdo. O iRextp Simulado é um método
iterativo com operadores estocasticos, classificado coeta-heuristica por ser uma técnica
heuristica genérica e adaptavel para resolver problematsndigacéo.

Algoritmos Evolutivos (AEs) sdo uma classe de meta-hecastpopulacionais utilizadas
em otimizacdo. A idéia principal por tras da Computacdo i@ € criar um conjunto de

10s critérios de inicializagdo das solugdes e parada, bero comnos detalhes como a selegdo de parametros
dos métodos, podem também ser importantes em muitos casegearalmente ndo assumem a mesma relevancia
para a dindmica do processo de otimizacao dos operadonemdformacao e selecédo
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soluc¢des candidatas para um determinado problema e ofiasizésando operadores de selecao
e trasformacédo (aqui chamados de reproduc¢éo) inspiradpeies encontrados na evolucao
por Selecdo Natural e na Genética [17]. Na terminologia dafwacédo Evolutiva, as solu-
cOes candidatas sdo chamadas de individuos e o conjuntalats@lucdes candidatas (ou um
subconjunto deste) é conhecido como populacdo. As solsgiesodificadas nos individuos
através de um conjunto de objetos, chamado de cromossomo.

Na classe dos AEs, é utilizada uma grande variedade de apesade transformacéo e
selecao, o que os tornam uma ferramenta bastante versétdx®&mplo, se o operador de trans-
formacéo utilizado € a mutacdo Gaussiana e o critério de&ebe Boltzmann com adaptacéo
dos parametros é empregado, o AE reproduz o Recozimentdasionpara uma populacao
com apenas um individuo. Esta versatilidade explica ene @agrande utilizacdo de AEs em
problemas de otimizacdo em que técnicas tradicionais ndiapéesentado bons resultados.

Os algoritmos 1 e 2 apresentam 0s pseudo-codigos com ostéarina@sicos geralmente
encontrados em AEs. Nos pseudocdédigos apresentBfgse a populagéo de individuos na
iteracaat, também conhecida como gerag¢da8], [19]. Na funcéo inicializePopulacad, os
individuos da populacao inicial sdo muitas vezes prodszdeatoriamente a partir da distribui-
¢ao uniforme. No esquema geracional, uma nova populacaméda inteiramente por descen-
dentes gerados a partir dos pais da geragao anterior, énguanno esquema nao-geracional,
somente alguns individuos sdo substituidos em cada gge@jao

Algoritmo 1 Estutrutura basica do Algoritmo Evolutivo Geracional
Lt+1

. inicializePopulaca@(t))

. avaliePopulaca®(t))

. enquanto (critério de parada néo é satisfeifaga

P(t+1) « selecagP(t))

trasformePopulacéB(t + 1))

avaliePopulacad®(t + 1))

t—t+4+1

. fim enquanto

AEs diferem de técnicas de otimizacao tradicionais predoignte porque [17]:

e AEs trabalham com uma populacéo de solu¢cdes candidatasratalpaO uso da popu-
lac&o de solugBes candidatas muitas vezes reduz as charag@ssibonamento em 6timos
locais, principalmente nas iteracdes iniciais do procdssatimizacao.

e Como Recozimento Simulado e outros métodos iterativogsasticos, AEs utilizam re-
gras de transicao probabilisticas ao invés de regras deistitas.
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Algoritmo 2 Estutrutura basica do Algoritmo Evolutivo Nao-Geraciof&kady Stade
1.t+1
2: inicializePopulaca@(t))
3: avaliePopulaca®(t))
4: enquanto (critério de parada néo é satisfeifafa
5. Q(t) + trasformePopulacéB(t))
6
7
8
9

avaliePopulaca@®(t))
P(t+1) < selecagP(t) UQ(t))
t—t+1

. fim enquanto

e AEs utilizam somente a informagé&o dos valores de custo das=s avaliadas para guiar
0 processo de otimizacdo, ndo sendo necessario conhegimediliar como, por exem-
plo, as derivadas da funcéo de custo. Esta caracteristita doprocesso mais lento em
muitos problemas em que informagdes adicionais sobre geslgecbusca sao disponiveis
e Uteis. Entretanto, & extremamente interessante em prablem que estas informacdes
nao estao disponiveis, ou hao sao confiaveis, ou quando @asofdrmacdes adicionais
pode levar a decisfes ineficazes (por exemplo, o uso de dasiean espacos de busca
ruidosos).

e A otimizac&o pode ocorrer no espaco das solucdes candidadi#gcadas, o que pode
representar uma vantagem em alguns problemas [15], reftyzor exemplo, 0 nUmero
de o6timos locais.

As trés principais areas tradicionais de pesquisa em AE®sadlgoritmos Genéticos
(Genetic Algorithms GAs), Estratégias Evolutivagyolution StrategiesESs) e Programacao
Evolutiva Evolutionary Programming EP) [20], [19]. E importante observar que as delimita-
cbes que definiam tais areas no passado estdo sendo rongmgias,um crescente numero de
pesquisadores de determinadas areas esta adotando opgméstratégias empregadas tradi-
cionalmente em outras areas.

GAs tradicionalmente utilizam um vetor (cromossomo) him@ara codificar a solucéo,
apesar de outras representacdes poderem ser encontraflasa@geralmente geracionais,
sendo que em um primeiro momento, individuos da populag&ernte sao selecionados atra-
vés de um dado critério de selecéo, por exemplo, definindolzapilidade de selecdo de um
individuo proporcionalmente ao seu fitness, como na selegé@mleta. Entdo, operadores ge-
néticos de reproducao sédo aplicados nos individuos sebstis. Os operadores genéticos mais
populares sao o crossover, no qual componentes dos cromossie dois individuos selecio-
nados (pais) séo trocados, e a mutacéo, na qual um gene teml@ealterado de acordo com
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uma regra pré-definida. Em ambos o0s casos, os operadoreglis@ol@s probabilisticamente
de acordo com taxas definidas a priori.

No comeco da década de 1990, Koza prop6s a Programacao cag@é&netic Program-
ming - GP) para evoluir programas automaticamente através detaigs baseados em GAs
[21], [20]. Na PG, os cromossomos sdo estruturas nao-esediferentemente dos AGs que
utilizam estruturas lineares. Desde entdo, PG se torndariiagpopular, representando uma
fértil area de pesquisa na Computacédo Evolutiva.

ESs foram propostas para otimizar solu¢des candidatas atmres reais [22]. Nau(A)-
ES, que representa uma das mais usadas formas de ESs, uneg@opmleu pais criah > U
descendentes através de recombinacdo e mutacdo. Os regldeszendentes sdo entédo sele-
cionados para compor a nova populacéo. De forma difereat,-n\)-ES, a nova populacéo
€ composta pelos melhorgsndividuos obtidos pela unido dpspais el descendentes (veja
Algoritmo 2). Pode-se observar que a vergée R) € elitista, enquanto que a vers@oX)-ES é
nao elitista, o que a torna, geralmente, mais apropriadagrabientes dinamicos. Na mutacéo,
geralmente se utiliza uma distribuicdo normal com média eedesvio-padréo pré-definido
para alterar a solucao candidata que esta sendo mutad#[@jombinacdo pode ser discreta
(similar ao crossover uniforme nos GAs), ou intermedidréagqual a média aritmética entre o0s
valores dos genes dos pais € utilizada para gerar os genasdiesaendente.

Na forma inicial da EP, em umatentativa de criar inteligéactificial inspirada na evolucao
por Selecdo Natural [23], as solu¢cBes candidatas eramsesgieglas através de maquinas de
estados finitos que eram evoluidas através de mutacoesrmle@& selecao elitista. Atualmente,
representacdes de EP mais usuais utilizam nimeros reais,resplta em algoritmos similares
as ESs. No entanto, diferentemente destas que podem rutdizambinacdo, EP é baseada
exclusivamente em mutacéo.



3 Problemas de Otimizacao Dinamica

Considerando o problema de otimizacdo como um problema denimacdo, podemos
definir o problema de otimiza¢do dinamica como:

minimize  f(x(t),t) (3.1)
sujeito a g;(x(t),t) >0

na qualf(x(t),t) é a funcéo objetivo (funcdo de fitness) no instantg é ai-ésima funcéo
de restri¢cdo, sendio= 1,...,m(t), m(t) & o nimero de restricdes no instaht&(t) € Q(t) €
a solucédo candidata representada por um vetor com dimasde Q(t) € um conjunto de
candidatos a pontos 6timos no instante

Repare que é possivel que varias caracteristicas do prabteriem com o tempo [9]. Na
maioria dos problemas encontrados na literatura, apenascad de fithess € dinamica, mas
é possivel que as restricbes do problema e o niumero de vardaveolugdo candidata())
também se alterem com o tempo.

A seguir, sdo apresentados alguns DOPs de referéncia eogesate DOPs utilizados por
pesquisadores na area de Computagao Evolutiva em otiroidag@mica.

3.1 Problema da Mochila 0-1 Dinamico

O problema da mochila 0-1 € um problema combinatério do tiPecmpleto no qual o
objetivo é selecionar o subconjunto de itens com maxima stsmalores sem que um dado
limite da soma de pesos (capacidade da mochila) seja ating&l forma dinamica, os pesos e
valores dos itens, 0 numero maximo de itens e/ou a capacidah®chila podem variar com o
tempo. Dado que existentt) itens, o problema dindmico pode ser descrito como:

maximize S pi(t)x (3.2)

sujeitoa 3 wi(t)x < c(t)
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sendox; € {0,1}, wi(t) e pi(t) respectivamente o peso e o valor do iteno instantd, e c(t)

a capacidade da mochila no instahtéeem geral, a funcéo de fitness € definida como a soma
de valores na mochila se a capacidade desta for respeitad@d5o contrario, uma punicao
proporcional ao valor do peso excedido € aplicada.

Apesar de todos os parametros poderem ser alterados daanateesso de otimizacéo, ge-
ralmente sdo descritos na literatura experimentos no gealke poucos (em geral um) parame-
tros sdo modificados durante o processo evolutivo. Por deee [24], apenas a capacidade
da mochilac(t) € alterada, alternando-se a cada 20000 avaliacdes de #ntesos valores
50%, 30% e 80% da soma total dos pesos de todos os itens.

3.2 Escalonament@ob-ShopDinamico

Na verséo geral deste problema, deve-se planejar ecotaefas com tamanhos e priori-
dades diferentes devem ser executadasnemn maquinas idénticas. O objetivo € encontrar o
melhor escalonamento que satisfaca as prioridades. Naovessatica, as tarefas e o nimero
de maquinas séo conhecidos antes do processo de otimizagaiciado. Na versdo dinamica,
também chamada estocastica, o planejamento é feito oodinfarme os processos chegam [9].
Este € um problema de grande interesse para diversas aressem sistemas de computacao
nos quais as tarefas chegam a todo instante. Repare queocnditcasico, 0 numero de varia-
veis de decisaa)(t), depende do tempo, sendo que uma realocagéo dos processosegée
tem que ser feita quando um novo processo chega. Neste casdifiaacdo utilizada pelo
AE deve levar em conta as mudancas ). Pode-se também considerar que o nimero de
maquinasm(t), muda ao longo do processo de otimizacao.

3.3 Gerador de Problemas Binarios Dinamicos XOR

Em [13], um gerador que permite criar DOPs a partir de qualguablema de otimizacao
binario estacionario € apresentado. Geradores de DOPatséessantes pois permitem com-
parar diferentes AEs em problemas com diferentes carstitad. No Gerador de DOPs XOR,
dado um problema estacionario com funcéo de fitriésse solugbes candidatas {0,1}", a
funcao de fithess de um problema, que € periodicamente madadir geracdes, é dada por:

f(x,e)=f(xd&m(e)), (3.3)
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na qual® é o operador XORe = [t/1] € o indice do ciclo de mudanga (i.e., o conjuntarde
geracdes no qual a fungéo de fithess ndo muda) indice da geragdo,me(e) € a mascara
binaria para o ciclo de mudaneaa qual é incrementada de acordo com:

m(e) =m(e—1)&r(e), (3.4)

sendor (e) um template binario aleatério para o ciclo de mudamcantendo|p x n| uns, e
{peR|0,0< p<1,0} controla o grau de mudanca para o DOPpSe0, o problema perma-
nece estacionario, enquanto quese 1, a maxima mudanca na distancia de Hamming ocorre.
No primeiro ciclo de mudancay; € igual a um vetor de zeros. Ajustarmdé possivel controlar

a frequéncia das mudancas, enquanto que o ajugigdssibilita o controle da severidade das
mudancas.

Os problemas produzidos pelo Gerador de DOPs XOR serdcatad mais tarde nesta
tese (Parte IlI).

3.4 GeradorMoving Peaks

O GeradomMoving Peakgoi sugerido por Branke [9] para gerar problemas dinédmicos c
tinuos nos quais o espaco de busca é constituido por diyecesscom altura, largura e posicao
ajustaveis. Um gerador de problemas similar foi propostdviarrison [11]. No GeradoMo-
ving Peaksm picos sé&o definidos em um espatdimensional, sendo a fungéo de fitness dada
por:

f(x,e) = max(B(x),. ax P(x, hi(e),wi(e),pi(e))), (3.5)

i=1..m
sendoe = [t/t] o indice do ciclo de mudangep parametro que controla a frequéncia das mu-
dancasB(x) uma superficie estacionéria (basé)(&, hij(e),w;(e),pi(e)) uma funcdo definindo
a forma do picd com altura, largura e posi¢cao no ciclo de mudamgaspectivamente dadas
porh;i(e), wi(e) epi(e). Em geral, os parametros que definem os picos séo alteradoésatle
uma funcéo linear, com tamanho de passo aleatdrio para aadnga.

A Figura 3.1 mostra a modificacdo de uma superficie (esquéndaada por trés picos
através da alteragcdo das alturas dos picos. Observe qtecaes, a posicao do 6timo global
pode ser alterada apesar de a posicdo de cada pico manterssante.
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Figura 3.1: Duas superficies de fitness produzidas pelod@ekéoving Peaks

3.5 Gerador de Problemas Dinamicos Continuos GDBG

Em [25], um gerador de problemas continuos englobando aguas idéias utilizadas no
Gerador de Problemas Dinamicos Continuos Através de Ro{@gpitulo 9) foi proposto. No
GDBG, é possivel utilizar varias fun¢des continuas paw erifuncdo de fitness do DOP da
seguinte maneira:

fxe) = 3 (- (F(M - (cpy (€)+01)/A)) +Hy(€))). (3.6)
=

sendom o numero de fun¢des utilizadas para compor a fungéo de fitaestdice do ciclo

de mudancax € R"®), fj’ obtida através d@ésima funcao utilizada para compor a funcéo de
fitness,Mj uma matriz de rotagaa\; o fator de normalizacéo das funcbes,a posi¢do do
6timo global da fungadj original, ewj, Hj, pj(e), respectivamente, largura, altura, e posi¢éo
do 6timo global da fungéd')j’ (obtidos de modo similar aquele utilizado pelo Geradoning
Peaks.

Em [25], sugere-se que alguns parametros definidos anteige sejam mudados regular-
mente para produzir DOPs. As mudancas podem ser lineagasd@ds, cadticas, recorrentes
e com ruido. Sugere-se também que o numero de dimensdesaim ekpbuscaj(t), possa
ser alterado durante o processo de otimizacdo. Este gefi@ddilizado em duas competi-
¢bes envolvendo otimizacdo evolutiva dinamica que ocameno eventdEEE Congress on
Evolutionary Computationos anos de 2009 [25] e 2012 [26].
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4 Medidas de Desempenho e Teoria

4.1 Medidas de Desempenho em AEs Aplicados a Otimiza-
¢ao Dinamica

Avaliar o desempenho de um AE experimentalmente é fundain@nque, salvo para al-
guns poucos problemas simples, ferramentas teéricasmgarad ndo permitem dizer qual entre
dois AEs apresentard melhor resultado. Em problemas dézatjfo estacionarios, uma me-
dida de desempenho usualmente empregada € aquela querarmamelhor valor encontrado
entre todas as avaliacdes da funcao de aptidao realizadastelw processo de otimizacao.
Esta medida é claramente imprépria em DOPs, j4 que mudaoga®blema podem acarretar
valores diferentes de aptiddo para uma mesma solucéo qaavadtiacdo é feita em momentos
distintos. No entanto, duas outras medidas empregadas brardes estacionarios podem ser
utilizadas em DOPs.

A primeira delas é o Desempenho Online, calculado como aawsétire todas as avaliacdes
de fitness realizadas em uma determinada exedugétm algoritmo utilizado, i.e.,

Nger

1 1 NO®
R = thmglf(xj(t),t), (4.1)

sendat o indice da geracéager 0 NUMero maximo de geracdes na execugdoo indice do
individuox;(t) da popula¢a®(t), e N(t) o tamanho da populac@it).

Como em geral estamos interessados nos melhores resuladnsados, o Desempenho
Offline, que é feito utilizando-se apenas o melhor individagopulacéo, € mais apropriado.
O desempenho Offline na execu¢éé calculado como:

1 Nger

F=—Y f(X*(t),t), 4.2)

Nger (&

sendox*(t) o melhor individuo da populac¢a&it). O Desempenho Offline é bastante apropriado
em ambientes que se modificam em intervalos bastante ciNtboentanto, o valor de fithess
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ap6s uma mudanca pode piorar muito e depois melhorar seghifimente. Assim, a média
dos valores de fithess do melhor individuo durante um ciclomddanca (periodo entre duas
mudancas no qual a funcéo de fitness é estacionaria) podeftéto 0 real desempenho do
algoritmo.

Desta forma, propde-se que em DOPs que mudam abruptamgraarj@lhor fitness cal-
culado em cada ciclo de mudanca seja utilizado para o caleuboédia, i.e.,

10

> f(x¥(e),e), (4.3)

€e=1

Fk

sendone 0 numero de ciclos de mudancgag®e) o melhor individuo encontrado no ciclo de
mudanceae.

4.2 Introducao a Teoria

Assim como em outras areas da Computacéo Evolutiva, a graaideia dos artigos cien-
tificos em AEs aplicados em DOPs analisa os algoritmos erpatalmente. Isso ocorre, entre
outras, pela falta de ferramentas tedricas que possamlgad#s a varias classes de problemas
e algoritmos. Em geral, o conhecimento do espaco de fitnessréquisito para uma analise
tedrica do AE, sendo que, assim, ferramentas teoricas thnuslizadas apenas em problemas
bem definidos, na maioria das vezes com poucas variaveictgide

Em DOPs, a analise dos aspectos tedricos € ainda mais déicdo ao fato de mudancas
poderem ocorrer na superficie de fitness. Assim, por exeraglodos tedricos que verificam a
convergéncia do AE n&do podem ser aplicados, com excecaogemas classes de problemas
especificas [27]. No entanto, entender o funcionamentogiwitho do ponto de vista tedrico
€ de extrema importancia para, entre outros, compararimgs ja existentes e para desen-
volver novos algoritmos. Desta forma, um nimero cada vepma@ pesquisadores investiga
0s aspectos teoricos dos AEs em DOPs, alguns obtendo graceese em problemas bem
definidos. A seguir, alguns destes trabalhos sdo comentados

Muitos dos trabalhos ted6ricos geralmente estendem a arddisAEs desenvolvida para
otimizacdo estacionaria para DOPs simples. Em [28], ogeai@nalisaram o (1+1)-GA no
problemaonemaxdinamico. Rohlfshagen et al. [29] analisaram como a madeiéufrequéncia
das mudancas afetam o desempenho de um (1+1)-AE aplicadooblerpas gerados a partir
de funcdes pseudo-booleanas tornados dinamicos atray@saimento similar ao adotado
no Gerador de DOPs XOR (ver Sec¢éo 3.3).
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Arnold e Beyer [30] estudaram a capacidade|da)-ES, com recombinagéo e adaptacéo
cumulativa dos parametros de mutagédo, em seguir um simigiesnovendo-se no espago de
busca (problema da esfera dinamico). Em [27], o GA com motac8elecdo proporcional
é investigado em um DOP com mudancas regulares através aguenpor sistemas dinami-
cos, ou modelo exato do GA [14]. Apesar de demandar um granteno de equacdes para
descrever todas as possiveis solucdes representadasnp@laduos do GA, o uso do modelo
exato é atrativo pois permite uma descricdo completa dardda@populacional do GA [31].
No Capitulo 10 desta tese, 0 modelo exato € utilizado paesiigar os efeitos das mudancas
produzidas em diversos DOPs.
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5 Algoritmos Evolutivos Para Problemas
de Otimizacéo Dinamica

Como dito anteriormente, procedimentos utilizados pavalpmas estacionarios sdo mui-
tas vezes insatisfatorios em DOPs. Uma clara excec¢éo é dgiwiraos que utilizam o me-
canismo de auto-adaptacdo empregado em ESs e EP, que fomaderma natural para lidar
com mudancas no problema [32]. No Capitulo 7 desta teseg8expiada uma estratégia auto-
adaptativa para alterar a forma das distribuicdes de nutggé se enquadra nesta classe de
algoritmos.

Desta forma, uma das estratégias utilizadas em DOPs éatepaocedimentos utilizados
em problemas estacionéarios de forma a adapté-los as nondg@es dindmicas sem que 0s
algoritmos sejam modificados. Por exemplo, uma solucaolsswara lidar com uma even-
tual mudanca no problema é iniciar um novo processo de @géz quando alteracbes no
desempenho das melhores solucdes ocorrerem. Este precgdjroonhecido comestart e
utilizado, por exemplo, em [33], pode ser no entanto extreame custoso por nao utilizar o
conhecimento ja adquirido (ver Se¢éo 1). Entretanto, sevo @tmo global apés a mudanca
no ambiente ndo € relacionado as solugbes 6timas préviestanst € a opgdo mais atraente.

Como alternativa, procura-se desenvolver novos algostbaseados nos AEs tradicionais
para lidar com a caracteristica dinamica do ambiente. ‘éssaitar que estas estratégias sao
interessantes quando a busca pelas novas soluctes é, o dtgma, relacionada a busca ja
realizada anteriormente. Nos Ultimos anos, um grande raidenovas estratégias baseadas
em AEs tém sido desenvolvidas. Esta se¢cado nao visa fazerewsaao detalhada de tais técni-
cas, sendo que excelentes referéncias podem ser encaneati@ratura [9], [10], [11], [34],
[12], e em repositorios online [35]. Na Parte Il desta tes tliferentes AEs para DOPs séo
apresentados de forma mais aprofundada.

A seguir, os enfoques mais comuns utilizando AEs tradi¢ggopara lidar com DOPs sao
classificados, sendo apresentados alguns exemplos degratggpode cada classe. Vale ressaltar
gue diversas outras meta-heuristicas populacionais, eddimnizacao por Colénias de Formi-
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gas [36], a Otimizacdo por Enxame de Particulas [37], e derB&s Imunoldgicos Atrtificiais
[38], tém sido utilizadas na forma padréo ou modificada em £OP

5.1 Geracao e Manutencao da Diversidade Durante o Pro-
cesso Evolutivo

Em AEs, devido aos operadores de cruzamento e sele¢éo,raidiake da populacéo ge-
ralmente diminui ao longo das geracdes. Este fendbmeno é tmméblema em diversas
aplicacdes, por exemplo, em ambientes multimodais. A péaddiversidade faz com que a
populacdo se concentre préxima da melhor solugédo atuak gepalmente prejudica o desem-
penho do processo de otimizagdo quando o ambiente muda ers. M@ias vezes, o 6timo
em que a populacao se encontra antes da mudanca se tornanomoatal que aprisiona a po-
pulacéo por varias geracdes. Além disso, a diversidadesss@&ta para que regides do espaco
de busca antes desinteressantes, mas agora promissaiasesgloradas.

Assim, uma das mais usuais estratégias em AEs para DOPgardglramentas que con-
trolem implicita ou explicitamente a diversidade da pogéita Em um primeiro enfoque, acdes
séo tomadas de forma a aumentar a diversidade da populagsia aeteccdo da mudanga no
problema. Uma estratégia representativa deste enfoquipéranutacao [39], na qual a taxa de
mutacéo € aumentada drasticamente por algumas gerac®@es dgteccao de perda de desem-
penho durante o processo de otimizagao.

A deteccdo das mudancas no problema muitas vezes é conaplicattipalmente em estra-
tégias ndo-elitistas, sendo esta uma area que carece desiniestigacdes. Alternativamente,
procura-se manter a diversidade da populagéo ao longo dagdgs, preparando assim a po-
pulacéo para eventuais mudancas no problema. Uma esdratégsica deste enfoque € o uso
de imigrantes aleatorios [39], no qual uma parcela fixa dallagfo escolhida aleatoriamente
é substituida em cada geracao por novos individuos criddatdaamente (imigrantes). J& no
GA termodinamico [40], modifica-se o mecanismo de sele¢&oGs de forma a escolher
bons individuos que mais preservam a diversidade da pd@mulac

Uma dificuldade destas estratégias é que inserindo mugasitiiade na populagéo, o nivel
de exploracdo das melhores soluc¢des atuais diminui, 0 @jedica a convergéncia do algo-
ritmo. Desta forma, deve-se buscar o equilibrio entre eaplmo de novas regides e exploragédo
das melhores soluc¢des atuais, o que nem sempre é uma taibfAtiZalmente, diversas estra-
tégias que tentam controlar o nivel de diversidade da poalde forma automatica tém sido
desenvolvidas [41], [42]. A estratégia proposta em [41]résgntada no Capitulo 7.
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5.2 Uso de Conhecimento Obtido Durante o Processo Evolu-
tivo

Uma das mais importantes habilidades na adaptacdo as nasdangiso do conhecimento
obtido a partir das experiéncias passadas. Por exemploQdPs Dos quais 0s 6timos retornam
repetidamente para as mesmas vizinhancas, o uso do coem¢giadquirido € claramente
vantajoso. O conhecimento Gtil para 0 novo processo de e estar, por exemplo, na
forma de memoaria de soluc¢des que foram interessantes nadoass

Estratégias baseadas em memodria podem ser classificadasegpitititas ou implicitas
[34]. No primeiro caso, as solucfes sdo armazenadas éapiente, sendo que estratégias de
armazenamento e recuperacao devem ser utilizadas. Enppt3xemplo, uma estratégia ba-
seada no filtro de Kalman é utilizada para escolher se um nodduo deve ser gerado através
de operadores tradicionais ou copiando-se uma soluc@onogtassado. Ja em [44], raciocinio
baseado em casos € utilizado para identificar semelhanigasaerbientes em diferentes ciclos
de mudanca. Desta forma, individuos que foram Uteis em uerrdetado ambiente passado
séo reintroduzidos na populag¢édo quando a semelhanca cowo @amdbiente é identificada.

J& nas estratégias que utilizam memoria implicita, asrnmdgbes Uteis sdo armazenadas
de forma indireta durante o processo evolutivo. Em gerasooda informagéo passada é feito
de modo auto-adaptativo pelo algoritmo. Exemplos marsateetais estratégias sao o uso de
diploidia [45] e poliploidia [46], nas quais partes das g0kes passadas ficam armazenadas em
Cromossomaos recessivos que eventualmente podem ficar aloesn Uma estratégia em que o
conhecimento adquirido (sobre o efeito das mudancas doeaabinos genes dos individuos)
fica armazenado na forma de probabilidades de mutacdes es gapresentada nesta tese no
Capitulo 6.

5.3 Uso de Mudltiplas Populacdes

Em diversos DOPs, existe a necessidade de exploracao deregi@es do espaco de busca
apos a mudanca no problema. Tal necessidade ocorre espatialem problemas multimo-
dais nos quais a populacdo pode ficar aprisionada por divgesacdes em um étimo local.
Assim, varios AEs tém sido criados com multiplas populagtgkzadas para explorar simul-
taneamente diferentes partes do espaco de busca. Quandogasicdbcorrem no problema,
uma populacéo que néo vinha apresentando bom desempenh@wmmdualmente encontrar
solugdes promissoras.
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Um exemplo de tal enfoque € a estratéggti-organizing scout®], no qual uma populagéo
é dividida sempre que um pico € identificado no espaco de b&scpanto que uma pequena
populacao formada por individuos da populacao atual pezogaexplorando o pico ja identifi-
cado, uma nova populacéo é gerada espalhando-se solut@esgeco de busca com o intuito
de explorar novas regioes.
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6 Algoritmo Genético com Taxa de
Mutacao Dependente do Gene

Nos seres vivos, as sequéncias de nucleotideos que codificganes podem ter probabi-
lidades de mutacgé&o diferentes. Isto pode ocorrer por digsarstivos, tais como tamanho da
sequéncia de nucleotideos, tipo da sequéncia, uso de endifa@ntes durante o processo de
replicacdo e uso de codons sinénimos [47].

Em [7], Tinos e Carvalho propdem uma nova solucéo para togpaoblema de GAs apli-
cados em DOPs: alterar a robustez de cada gene para peuritr fgncéo por ele codificada
seja mais ou menos suscetivel a mudancas. Para isso, casl@ gssociado com taxas de
mutacao diferentes, similarmente ao que ocorre em outregscAmo Estratégias Evolutivas e
Programacéao Evolutiva [5]. No entanto, diferentementesthiscoes adotadas nestes AES, 0
conhecimento adquirido durante os periodos em que ocosemudancas nos DOPs é utili-
zado para alterar tais taxas de mutagdo. Assim, se a vadagéim conjunto de genes propicia
uma melhor adaptacdo as mudancas do problema, as proadbgide mutacao deste conjunto
aumentam em relacéo as probabilidades dos outros genes.

Desta forma, a busca no espaco das solu¢des concentrassgasaeégioes correspondentes
a variacdes do conjunto de genes com maiores probabilidkdesitacédo e, portanto, a velo-
cidade de adaptacéo frente as alteracfes aumenta. Sakematretanto, que a busca ndo se
restringe a tais regides ja que as probabilidades de mutkxsgenes sdo sempre maiores que
zero. Este AE, conhecido como GA com taxa de mutacdo deptendemene GA with gene
dependent mutation probabilitiesGAGDM), é aqui apresentado.

6.1 Algoritmo

No GA padrao, todos os genes (aqui chamamos de gene cadataetae€romossomo) do
individuo tém a mesma taxa de mutagip No GAGDM, a probabilidade de mutacdo de cada
gene é independente e suscetivel a mudancas. Cadadgrel,....|) de cada individuo
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(i=1,...,N) é associado com uma variawg|, o qual controla a probabilidade de mutacao do
gene. A probabilidade de mutacaogiésimo gene do-ésimo individuo é dada por:

Uig
Vig = Npm——— (6.1)
Zj:lUij
na qual{uig ER|[O<Umin< Uiy < Umax}, sendoUmin € Umax CONstantes reais. 3\, é igual
para todos os genes do individuo, enfge= pm parag=1,...,1 e 0 GAGDM reproduz o GA
padréo.

Inicialmente, todas variéveisg sao iguais amin, OU seja, todos 0s genes tém a mesma
probabilidade de serem escolhidos. Na natureza, e nosreagumito-adaptativos em ESs, a
variacdo da estabilidade do gene é alcancada através dacektural. Nos casos em que se
conhece quais genes devem ter probabilidades de mutacéresais variaveis;, podem ser
estabelecidaa priori. No GAGDM, o conhecimento adquirido através do processvaegio
é utilizado para alterar as variaveig. A seguir, o processo de atualizagdo da variaygém
uma época é apresentado.

Caso crossover seja empregado, os descendentes geradasspoveherdam as variaveis
Li, do pai. Ja nos que foram gerados por mutacao, trés casos gedeonsiderados. Quando
ocorrer uma mutacgéo que tenha como consequéncia um desteodmfitnessmaior do que
aquele do individuo mutado, a variawg|, sendog o gene escolhido para mutagdo, sera au-
mentada tanto no pai quanto no descendente. Vale saliaemtaasivariaveis de controle da
probabilidade de mutacéo do outros genes que ndo foram osupg¥manecem inalteradas.
Assim, as sucessivas mutacdes através do ciclos de mudevegasa um aumento da probabi-
lidade de mutacao daqueles genes que devem mudar quandgia tiefitnessse altera.

Quando ofitnessé menor no descendente, a variawg| sendog o gene escolhido para
mutacéo, do pai € diminuida enquanto que a do filho é aumentadam, a mutacdo daquele
gene no filho é estimulada enquanto que a do pai € desestam@adndo ditnesse igual no
descendente e no pai, a variavglndo e alterada. Ou seja, quando o individsofre mutacao,
a variagao enoj, para o gene mutadpdo individuoi (pai) € dada por:

+Ba sef(xs) > f(xi)
Aviy=q —a  sef(x) < f(x) (6.2)
0 caso contrario

na qual o indice sinaliza o descendente e os paramefresx controlam o tamanho da varia-
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¢do. Ja a variagdo ey, para o geng do individuo descendente é dada por:

+Ba sef(xs) > f(x)
Aury =14 +a  sef(x) < f(x) (6.3)
0 caso contrario

O GAGDM baseado no GA geracional é apresentado no Algoritm@dnparado com o
GA padrao, o GAGDM necessita de mais memoria para armazewetool -dimensional de
parametro®;, de cada individuo da populagao e mais esforco computaganalatualizar tais
parametros em cada geracao.

Algoritmo 3 GAGDM

1: inicializePopulaca@(t))

2: fagavj, = Umin para os geneg=1,...,l e individuod = 1,...,N deP(t)

3: avaliePopulaca®(t))

4: enquanto (critério de parada néo é satisfeifata

5. enquanto( P(t+1) ndo estd completddca

6: selecione dois individuos d&t) de acordo com o critério de selecdo
7: aplique crossover com taxa
g
9

copievj, do respectivo pai
apligue mutacao com probabilidagig (Eq. 6.1) em cada gerg=1,...,| de cada

descendente
10: avalie o fitness dos descendentes
11: compute os novos valores dg para cada descendente e cada pai (equagdes 6.2-6.3)
12:  fim enquanto
13: t+t+1

14: fim enquanto

E interessante notar que, inicialmente, o GAGDM demorari para convergir do que
o GA padréo. Isso ocorre porque a busca através do operadoutd€do serd mais concen-
trada naqueles individuos que ja sofreram mutacao (e, sngtges, convergiram para o valor
desejado). Para evitar este efeito, propde-se que o pacdnetja iniciado com valor zero e
convirja para um valoBsiny através dos ciclos de mudancgas. Assim, as probabilidadeside
tacdo sao iguais no ciclo de mudanca inicial, i.e., antegideepa mudanca, e se modificam
gradualmente a partir dai. Aqui, a seguinte funcéo paraeaglefd € proposta:

B=By(1—exp”°) (6.4)

na quale’=0,1,... € uma estimativa do indice do ciclo de mudanga @ntrola a variacao
de. O indice do ciclo de mudanca)(ndo esta diretamente disponivel para o algoritmo. No
entanto, ele pode ser estimado monitorando a mudanca nssfiies melhores individuos da
populacao.
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Os parametros e 3 devem ser escolhidos para que a variacao;gseja positiva dentro
de um ciclo de mudanca (ou seja, que o acréscimo promovidopaiacdo benéfica seja maior
que o decréscimo produzido por mutacdes deletérias). Q@sngarosa e 3 também devem
ser escolhidos de modo a garantir que a probabilidade dasgpre geralmente ndo devem
ser mutados ndo seja drasticamente baixa. Assim, gammjeesa busca sera realizada em
todo o espaco das solugdes. A seguir, um método para desgi@winios parametrase 3 é
apresentado.

6.2 Determinacao dos Parametros

Através da Eqg. 6.1, é possivel calcular as probabilidadegmage minima do gengde um
individuoi ser escolhido para mutacao entrd genes deste individuo em uma época qualquer.
A probabilidade minima ocorre quandg = Umin €Uj; = Umaxparatodoj =1,...,1;j#g. Ou
seja, usando a Eq. 6.1, a probabilidade minima do gafeeum individua ser escolhido para
mutacao € dada por

Umin
in=I 6.5
Ymin memin+ (1 — 1)Umax (6.5)

Utilizando a Eg. 6.5pmax pode ser computado como uma funcaodg € Umin.

A probabilidade maxima ocorre quanoig = Umax€Ui; = Umin para todg =1,....l;)#4g.
Ou seja,

Umax
= . 6.6
Ymax memax+ (I — D)omn (6.6)

que resulta engmax> pm. Deste modo, as equagdes 6.5 e 6.6 podem ser empregadasfpara d
0S parametroBmay € Ymax dados os parametrosin € Ymin.

No GAGDM, os parametros e B, séo escolhidos de modo que a médid\dg seja igual
ou maior que 0 quando pelo menos uma mutagéo benéfica ocogeneqy ao longo de um
ciclo de mudanga. Quando somente uma mutagéo benefica acogeneyg em um ciclo de
mudancgee > 0, entdo, pela Eq. 6.2, a soma dos ajustes causados peladesubenéficas
dada por:

Avjy4 () = +Bval = +pva (6.7)

Quando mutac¢des deletérias ocorrem no ggurem maxima probabilidade péd(e) — 1)
geracgBes (0 numero de geracdes no ciclo de mudamgaos 1), o numero esperado de ajustes
causados pelas mutagdes deletérias (Eq. 6.2) é dado por:

Aviy-(€) = —aymax(d(e) — 1) (6.8)
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sendocf(e) uma estimativa do numero de geragfes no ciclo de mudgngajual pode ser
estimado do mesmo modo gaeeComo a média da soma de ajustes deve ser igual ou maior que
zero durante um ciclo de mudancas, entdo, pelas equacde$B7a seguinte equacdo pode
ser obtida:

Bv > Ymax(d(e) — 1) (6.9)

O parametrax é escolhido de modo a fazerg = Umin depois dek ciclos de mudanca
quando o geng ndo experimenta nenhuma mutacéo benefica e a probabiliéatetdcéo é
maxima. O numero esperado da soma da variagdes negativs§Egmkp ciclos € dado por:

Avjk,— = —kp\/madi(e)Cx = Uig — Umin (6.10)

e, entdoq pode ser calculado, assumingig = Umax POr:

__ Umax— Umin

 kpymad(e)

a (6.11)

6.3 Analise

Quando aplicar o GAGDM é uma importante questao que € dikcoésta secao. A analise
da modificacdo do numero de templates representando pesiltgzdes ao longo do processo
evolutivo pode fornecer importantes informacdes sobr@ogeso de otimizacéo realizado pelo
GA. Estes templates sdo conhecidos como esquemas, tedotifizhdos por Holland [48],
[17] numa tentativa de explicar o funcionamento do GA. O nanesperado de copias que
um esquemal recebe na proxima geragée- 1 em um GA padrdo com selegéo proporcional,
crossover de um ponto e mutagéo € dado por:

m(H,t+1) > m(H,t) fif('t,)w (1— pc?(_Hl))(l— pm)°H) (6.12)

na qualf(H,t) é o fitness médio dos individuos representando o esqbkensgeracao, f(t)

é o fitness médio da populagdo na gerag@gH) é o comprimento definidor do esquetda
(disténcia entre o primeiro e o ultimo bit fixo do esquemap(ld) é a ordem do esquema
(numero de bits fixos do esquema).

Se agora consideramos que 0s genes tém probabilidades agimdiferentes (GAGDM),
0 humero esperado de copias do esquknfiaa:

f(H,1)
10

?(—H1)> (01%1)(1—\/&'(0)) (6.13)

J

m(H,t+1) > m(H,t) <1—pC
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sendoyn; (t) a media das probabilidades de mutacdo dos genes nas pdsigdggios indivi-
duos representando o esquerhaa geracao.

Considere agora uma classe de DOPs nos quais, para se ad&pfaprecisa alterar ape-
nas alguns genes da solucédo corrente depois da mudancalhenpeio Neste caso, podemos
considerar que os genes que devem ficar fixos apds a mudangabtenpa formam um es-
quemaH. Quando este esquerhbesta presente na populacdo, genebldgie ndo estdo nas
posicdes fixas devem ser modificados mais frequentementesqgenes que estao nas posicoes
fixas ap6s as mudancgas no problema. Se as muta¢cdes dos genés gstao nas posicdes fixas
aumentam o fitness dos individuos que representam o esdticasaprobabilidades de muta-
céo destes genes devem ser maiores que aquelas dos genesi¢@ss(fixas dél conforme o
numero de ciclos de mudanga aumenta.

Deste forma, as probabilidades de mutacao dos genes nagmfi@as déi serdo menores
que as probabilidades de mutacdo do GA padrdao em umeigld, se a mesma taxa, €
utilizada. Assim, a seguinte equacéo pode ser escriteepara:

o(H)

rL(l—vH,» > (1—pm)°™ . (6.14)
j=

Como resultado das equacdes 6.12-6.14, 0 niumero esperaxpids que o esquenth
recebe na proxima geracéie- 1 para o GAGDM é maior ou igual que aquele para o GA pa-
drdo para mesma taxa de mutagip Se o esquemB recebe mais copias, 0 GAGDM pode
consequentemente atingir o 6timo mais rapidamente, seéadteo baseado no esqueida
Contudo, este fato ndo é suficiente para que o0 GAGDM possa adtiano mais rapidamente
que o GA padréo para esta classe de DOPs ja que existe umpianée numero esperado de
cOpias que o esquenithpode receber na populacéo.

Vamos agora investigar a probabilidade de mudar apenas neqee néo esta entre as
posicoes fixas del. Para a classe de problemas estudado, mudar estes genestaimepara
se achar o 6timo baseado no esquéim®ueremos aqui verificar se a probabilidade de mudar
somente um gene que ndo esta em uma posicao fiaedmaior para o GAGDM.

Para o GAGDM, a seguinte equagédo pode ser escrita para abpidéade y,, de mudar
somente um gengqgue nao esta nas posicoes fixas do individwpresentando o esquelda

|
Ym=¥y [] @-¥%)>¥%L-ymad' ™t . (6.15)
i=1,]#9

Para o GA padrdo, a probabilidade de mudar somente um gerdaédaym = pm(l—
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pm)"l. Comoymax > Pm (Secado 6.2), a probabilidade de mutagggoara o caso em que a
probabilidade de mudar somente um ggréemaior para 0 GAGDM pode ser calculada por:

Pm(1— pm)l_1

"7 L a1 o

Para valores de probabilidade de mutaggalados pela Eq. 6.16 para os genes que nao
estdo nas posicdes fixas ldeo seguinte pode ser afirmado:

e as probabilidades de mudar somente um dos genes que ndoas{amsicoes fixas dé
através de mutacao sdo maiores para o GAGDM, e;

e as probabilidades de mudar os genes que estao nas posigdatefixatraves de mutacao
séo menores para 0 GAGDM.

Na Eq. 6.16, os valores dg aumentam conymax. Para valores maiores ggax maiores
valores deyi, sdo necessarios. Contudo, existe um limite para o valorgg,aequal € direta-
mente relacionado com a ordem do esquém®ara valores menores déH ), a probabilidade
de que dois ou mais genes sejam mutados em uma geracao € ongu@,pode tornar mais
dificil a convergéncia do algoritmo. Isso ocorre porque rababilidades de mutacdo para to-
dos os genes que ndo estao nas posicoes fixdssde altas. Na sequéncia, a orderfH) do
esquemad nos problemas no qual o GAGDM pode ser interessante € igaesti

Considere quej, = Umin para 0.(H) genes que ndo estao nas posicoes fixad gara
um individuoi representando o esqueiae quev;, = Umaxpara og| —o.(H)) genes restantes
parae>> 0. Entdo, pela Eq. 6.1, a probabilidade de mutagéo para cjgengio esta na posicao
fixa deH é dada por:

Umax
¥ pmo*(H)Umin+(| —0,(H))Umax ( )

Atraves da Eq. 6.17, a ordem(H) a qual pode tornar o GAGDM interessante pode ser
calculada como:

lUmax( Y« — Pm)
o(H) 2 Y (Umax— Umin) (6.18)

na qual, pela Eq. 6.16,
Vo = Pm(1— pm)' *
(1~ Ymax)' 1
A ordem deH restringe a classe de DOPs nos quais 0 GAGDM pode ser inaates®ara
DOPs nos quais as solugbes podem ser representadadas geto esquemal depois das
mudancas no problema (i.e., alguns genes da solucédo eodevem ser modificados enquanto
outros devem permanecer fixos apds as mudancas no probkeelayse de DOPs nos quais
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a probabilidades de mudar somente um dos genes que nao astposicoes fixas d¢ sao
maiores para 0 GAGDM pode ser definida pela ordem minime dada pela Eq. 6.18. O
desempenho do GAGDM pode ser ruim nos casos em que muitos eneesquemas com
ordem que néo é restrita pela Eq. 6.18) devem ser modifictEstes casos, a probabilidade
de mudar somente um gene torna-se menor.

O GAGDM é mais interessante que 0 GA padréo para a classe de Dd3Rjuais somente
alguns genes devem ser modificados depois da mudanca nerpefle., esquemas cuja ordem
nao é restrita pela Eq. 6.18). Nese caso, a busca no espaglogfies pelo operador de mutacao
€ concentrada em regifes associadas com 0s genes que nawegiasicoes fixas ¢ Como
resultado, a velocidade de adaptacao esperada €, em gai@ para 0 GAGDM para a classe
de DOPs considerada. A busca, contudo, ndo € restrita serm@stas regides ja que todas as
probabilidades de mutag&o sao maiores que zero.

6.4 Resultados

Nesta se¢do sao apresentados os resultados de dois expesisimples que ajudam a en-
tender o funcionamento do GAGDM. Estes experimentos fonamasantados em [49], sendo
gque experimentos com DOPs mais complexos e compara¢desutoys algoritmos sao apre-
sentadas em [50] (que apresenta resultados para DOPs puldigh e [7] (que apresenta re-
sultados para DOPs envolvendo o aprendizado de Redes dldutdiciais). Em todos os
experimentos apresentados nesta secdo, a populacdoatnieitie aleatoria. Os operadores
de crossover de um ponto, mutacao e selecéo por elitism@engional sdo empregados. Os
parametros do GAGDM séo determinados através do métodsempaelo na Secédo 6.2, sendo
gue seus valores e aqueles do GA padrao, podem ser encan¢rad®0]. Cada GAGDM e
GA padréo foi executado 10 vezes. A seguir, os resultadososmébitidos para cada exemplo
sao apresentados.

6.4.1 Seguimento de Padrdes Binarios

Este problema, utilizado em [51] entre outros, nao reptaseenhum DOP particular e
€ usado aqui porque a analise de seus resultados é facilta. dDeGA deve procurar por
uma cadeia de bits igual a um vetor desejado de bits alesuenig gerados no inicio de cada
execucdo. A funcéo déitnessé dada pela diferenca entrefdnessmaximo e a distancia
Hamming entre o individuo e o vetor desejado.
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O DOP é caracterizado pela mudancga de 5 componentes (aondesges aos genes de 11
a 15) do vetor desejado no inicio de cada ciclo de mudangado $pie cada ciclo € composto
por de = 200 geracdes. Os resultados obtidos sdo apresentadosuras figl e 6.2. Observe
que, apos poucos ciclos de mudanca, o GAGDM alcanca a sahgidoapidamente que o GA
padrdo (Figura 6.1). Observe também as probabilidades tag&uniy;,) dos genes do melhor
individuo correspondentes aos padrdes que se alteram tarmeam o numero de ciclos de
mudanca (Figura 6.2), o que explica os melhores resultddasgados pelo GAGDM.

6.4.2 Otimizacédo de Funcao Unimodal

Neste problema, o GA deve procurar pelo minimo global de umag&o unimodal. A

funcao defitnessé dada por

e SeXj #d

f(xj)={ Ix-di _ (6.19)

1,1 caso contrario
na qual o maximo da funcéo ocorre quangle- d e as componentes do vetor desejddsfio
ndmeros inteiros aleatoriamente gerados emtree Xmax N0 inicio de cada execugdo. No inicio
de cada ciclo de mudanca (na qdal= 2000 geracdes), 5 componentes (correspondentes aos
genes de 11 a 15) dksao substituidos por valores aleatoriamente gerados.

Os resultados obtidos séo apresentados nas figuras 6.30&amente, observe que, apos
poucos ciclos de mudanca, o GAGDM alcanca a solucdo madaaeinte que o GA padrao
(Figura 6.3). Isso ocorre devido ao maiores valores de pibidade de mutagcéo dos genes 11
a 15 (correspondentes aos componentes alterados na fuedd@@ela Eq. 6.19) alcancados, o
que pode ser verificado na Figura 6.4.

6.5 Comentarios Finais

No GAGDM, o conhecimento obtido durante o processo evalgiutilizado para modi-
ficar taxas de probabilidade associadas com cada gene d@dinali O conhecimento obtido
durante o processo evolutivo é utilizado para mudar taigstabe mutacdo, o que caracteriza
a técnica como da classe que usa o conhecimento obtido durgmbcesso evolutivo (Secao
5.2).

Se a modificacdo de um conjunto de genes melhora a adaptagée & mudancas do
ambiente, as taxas de mutacido destes genes sdo aumentaitagorténte observar que o
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Figura 6.1: Numero médio de épocas apos o inicio do ciclo déamga em que o melhor
individuo alcanca ditnessméaximo e respectivo desvio padréo para o exemplo do segtomen
de padrdes binarios. Acima: GA padrdo. Abaixo: GAGDM.

GAGDM geralmente melhora a adapatacao, ao longo das gsrdgéee a tais mudancgas.
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Figura 6.2: Valores médios das probabilidades de mutacé@eloes do melhor individuo no
fim de trés ciclos de mudanca distintos no exemplo do segtingenpadrdes binarios.
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Figura 6.3: Numero médio de épocas apoés o inicio do ciclo deamga em que o melhor
individuo alcanca ditnessmaximo e respectivo desvio padréo para o exemplo da otiddzac
de funcéo unimodal. Acima: GA padr&o. Abaixo: GAGDM.



6.5 Comentérios Finais 33

Ciclo 1
ooF T T T T T

015F

01

D_ﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂﬂ
10 15 20 25 30

0 5
Ciclo @
0oF T T T T T ]

0 5 10 15 20 25 30
Ciclo 16

ook T I ]

0 5 10 15 20 25 30
gene
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7 Algoritmo Genético com Imigrantes
Aleatdrios Auto-Organizado

O GA com imigrantes aleatorios, discutido na Secao 5.1 e guspérado no fluxo de
individuos que entram e saem de uma populacdo entre dugdeenaa Natureza [39], é bas-
tante simples e interessante para DOPs. Em cada geracdoa#sgw de otimizacdo, alguns
individuos da populagéo corrente sdo substituidos povithats criados aleatoriamente. Uma
estratégia de substituicdo, como, por exemplo, subsiitdividuos escolhidos aleatoriamente
ou individuos com os menores valores fitness define quais individuos sdo substituidos.
Através da introdugéo de novos individuos, o método dosranigs aleatérios tenta manter o
nivel de diversidade da populacdo. A manutencdo da diastsida populacdo pode ser bas-
tante util em problemas sujeitos a mudancas (ver Secao &4 )epitar que a populacao fique
presa em 6timos locais representados pelas solu¢fes aslatates da mudanca no problema.

Contudo, em alguns casos, como quando o niumero de genes emdiuifduo € alto e/ou
quando os 6timos locais em que a populagdo encontra-se téras/defitnessmuito maiores
que os valores médios de todos os individuos possiveis dg@sfe busca, a probabilidade
gue novos individuos sejam preservados é geralmente megteepa. 1sso ocorre porque 0 GA
preserva, direta ou indiretamente, os melhores individagsopulacdo corrente, e a probabi-
lidade de que novos individuos tenham valored itieessproximos ou maiores que os valores
dos individuos atuais é geralmente baixa. Neste capit@@ oom imigrantes aleatdrios auto-
organizadogelf-organizing random imigrants GASORIGA), proposto por Tinds e Yang [41]
para evitar tais problemas do GA com imigrantes aletoriaprésentado. Antes de apresentar-
mos o algoritmo, o conceito de criticalidade auto-orgattazé apresentado.

7.1 Criticalidade Auto-Organizada

Em [52], o autor sugere que sistemas constituidos de mwtopanentes interagindo entre
si podem apresentar um interessante tipo de comportamaotoeyanizavel [53]. Tal compor-
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tamento é chamado em [52] de criticalidade auto-organi@aiforganized criticality SOC),
estando presente em diversos fenbmenos, como pilhas detereemotos, panes em grandes
sistemas elétricos e incéndios em florestas. A caracteristais fascinante em sistemas que
exibem SOC é que eles se auto-organizam em um determinadio €sitico sem a necessidade
de qualquer acdo de controle externo. Tal estado criticcaétesizado pela resposta do sistema
a perturbacdes externas. Em um sistema que exibe compaottanméo-critico, a distribuicao
das respostas do sistema as perturbacdes em diferentedgzosiinstantes € estreita e bem
descrita por um valor médio. Em um sistema que exibe comperito critico, ndo existe uma
Unica resposta caracteristica. Em outras palavras, orsiggibe invariancia de escala, sendo
que uma pequena perturbacdo em um Unico componente poddaggcaum efeito pequeno
apenas nos componentes da sua vizinhanca, quanto uma esagéaeia que afeta todos os
componentes constituintes do sistema.

As distribuicGes estatisticas que descrevem a respostmdstema que exibe SOC séo
dadas por leis de poténcia nas formas:

P(s) ~s™! (7.1)

P(d) ~ d~® (7.2)

sendos 0 numero de componentes do sistema afetados pela pertaydacduracédo da reacao
em cadeia gerada pela perturbacdoge@ constantes reais.

Como exemplo, considere o modelo da pilha de areia desani{®2], no qual um gréao de
areia € adicionado em um posicao aleatéria em cada inteteaiempait. Com o intuito de
caracterizar a resposta do sistema, pode-se aferir o nitegmdios de areia envolvidos em uma
avalanche induzida pela adi¢do de um unico gspoe(a duracdo de cada avalanctg (No
estado critico, as distribuicOes estatisticas descrevamdsposta do modelo da pilha de areia
para a adicdo de um Unico grao sao dadas pelas leis de pagnesntadas nas equacgdes 7.1
e 7.2, sendo que a adicdo de um grao em uma dada posicao pedegordesde um pequeno
deslizamento que afeta apenas a sua vizinhanca até um glesiidmento que afeta toda a
pilha de areia.

Pesquisadores sugeriram ainda que a evolugéo naturaltpod®m, apresentar SOC [52].
Uma evidéncia de tal afirmacao seria o fato de que a evolugioeoatravés de periodos cur-
tos de atividade intensa intercalados por periodos calawgwvés de continuamente em pas-
sos constantes e lentos. Existem muito mais extingdes pagyeu seja, que afetam poucas
espécies) do que extingdes grandes, como a grande extiog@ethceo que eliminou os di-
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nossauros. Além disso, extingBes ocorrem em uma grandesdeae de escalas de tamanhos
[54]. Estes fatos sugerem que as extingdes propagam-s€satlas ecossistemas, tal qual
avalanches em uma pilha de areia, e perturbacdes de um masraohto podem desencadear
extingbes com uma grande variedade de tamanhos. Segunms algsquisadores, isto ocorre
porgue as espécies co-evoluem em direcdo a um estado {38ico

Bak e Sneppen [52] propuseram um modelo de simulacdo mumpless para estudar a
presenca de SOC na evolucdo. Na versao unidimensional delonod individuos (ou espécies
na terminologia dos autores) sdo dispostos em um circutmjosgue um valor aleatério de
fithessé dado a cada um deles. Em cada geracédo da simulacao, o urdeoch o valor de
fithnessmais baixo e os individuos vizinhos mais préximos a suatdieia sua esquerda tém
seus valores déitnesssubstituidos por novos valores aleatérios. Uma analogitad®nexao
entre vizinhos neste modelo seria a interacdo entre asiespecnatureza. Se, por exemplo,
uma espécie de predador tem déunessalterado, o valores déithnessdas espécies que séo
suas presas irdo mudar também. O modelo de evolucdo de Balp&npode ser resumido
pelo Algoritmo 4.

Algoritmo 4 Modelo de evolucdo de Bak e Sneppen
1: Ache o indicej do individuo com o menor valor digtness
2: Substitua ofitnessdos individuos com indiceg j — 1, e j + 1 por valores aleatoérios
gerados com distribuicao uniforme

Este modelo simples pode levar a um comportamento interiesddo comeco da simula-
céo, ofitnessmédio da populagcéo é pequeno, mas, conforme o nimero dégsragmenta,
o fitnessmédio aumenta também. Eventualmentdjitnessmédio para de crescer, indicando
que o estado critico foi alcancado. No estado critico, osrealdefitnessdos vizinhos do
pior individuo séo frequentemente substituidos por valorenores. Entéo, o pior individuo na
geracao seguinte pode ser um destes vizinhos, o qual étaidisiom seus proximos vizinhos,
caracterizando uma reagédo em cadeia, aqui chamada deGextjug pode afetar todos os indi-
viduos da populacao. As extingdes exibem invariancia ddascsuas distribuicdes estatisticas
sao dadas por leis de poténcia nas formas apresentadasiagées)7.1 e 7.2.

E interessante notar que as grandes extingbes geralmenteracneste modelo quando
grande parte dos individuos da populacéo tem valordgdessaltos e similares. Desta forma,
SOC evita que as espécies fiquem presas em 6timos locain@esa superficie déitness
(espaco de solucdes). A idéia € extremamente interessaetatigamente simples, e logo
pesquisadores propuseram seu uso em processos de otmjzéta[57]. Em GAs, Krink
e Thomsen [58] propuseram o uso do modelo de pilhas de assiatdio anteriormente para
gerar leis de poténcia utilizadas para controlar o tamaabadnas espaciais de extingdo em um
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modelo de difusdo. Quando um individuo é extinto, uma vensatada do melhor individuo

da populacéo é criada em seu lugar. E importante saliengangualgoritmo proposto em [58],

SOC aparece no modelo de pilhas de areia, e ndo como um desd#iaauto-organizacéo dos
componentes do sistema (individuos do GA).

7.2 Algoritmo

No SORIGA, a substituicdo do individuo com o menor valorfdeess(pior individuo)

da populacao corrente e de seus vizinhos proximos, como melmde evolucdo de Bak e
Sneppen, por novos individuos aleatérios em GAs com imigsaaleatorios € investigada. Os
vizinhos do pior individuo sdo determinados através docendee cada individuo. Espera-se
gue, agindo desta forma, o sistema possa exibir um compemntarauto-organizavel, de modo
que o nivel de diversidade da populacdo seja controlado senpgcise ser explicitamente
calculado, permitindo que os individuos escapem dos oétiouass presentes na superficie de
fitnessinduzidos pelas mudancas inerentes ao problema naoesido.

Contudo, este procedimento simples ndo garante que o sigeilta SOC, ja que 0s no-
vos individuos sé@o geralmente substituidos por individuelores presentes na populacao.
Propde-se, entdo, a ado¢do de um segundo procedimentoalnesquovos individuos criados
em uma extincao sejam confinados em uma subpopulacdo. Ohamesta subpopulacdo nao
é definido pelo programador, mas sim pelos individuos alesté seus descendentes. Os in-
dividuos que nao pertencem a esta subpopulacdo sédo piedaubstituir os individuos que
estdo presentes nela.

Existem duas modificagdes principais em relacdo ao GA paudradgoritmo investigado.
Na primeira modificacdo, a qual é apresentada no Algoritnad&manho corrente de cada ex-
tincdo, denotado pat, € computado. Os indices minimo e maximo dos individuogisuig®s
(imin— 1 eimax+ 1) séo utilizados para calcular o niumero de individuos dfet@ela extin¢cao
corrente, ou seja, presentes na subpopulacdo. Quando ag# rem cadeia é interrompida,
isto €, o individuo com o valor d&tnessmais baixo ndo esta dentro da subpopulag¢éo ou ndo é
vizinho dos minimos e maximos indices dos individuos qudfiaata, o tamanho da extin¢ao
assume o valor 1.

A segunda modificacdo, a qual é apresentada no Algoritmal&ar mecanismo de se-
lecdo para cada individuo da nova populacdo. Dois casosipseleconsiderados na selecao.
No primeiro, quando o indice do individuo é diferente doscesldos individuos presentes na
subpopulacao, o individuo é selecionado de acordo com odméle selecédo escolhido pelo
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Algoritmo 5 Substituicdo dos individuos no SORIGA
1: Ache o indicej do individuo com o menofitnessda populagéo corrente
2. Substitua os individuos com indicgsj — 1, e j + 1 por individuos aleatorios
3: se(j > imin—1) e (j <imax+1)entdo
d«d+1
se(] =imin—1) entédo
imin < ]
fim se
se(j =imax+ 1) entdo
imax < ]
10: fimse
11: senao
12 d+«1
13: imin < j
14 imax< ]
15: fim se
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projetista. Neste caso, o individuo é escolhido a partiriddisiduos presentes em toda a po-
pulacdo de acordo com um dado critério, por exemplo, o méladwoleta [17]. J& quando o

indice € igual ao indice de um individuo que esta presentebpulacdo (ou seja, individuos
com este indice sofreram substituicdo por imigrantes riagd corrente), o individuo é se-

lecionado a partir dos individuos presentes na subpopulamd@ente (individuos com indices

entreimin— 1 €imax+ 1).

Algoritmo 6 Selec¢do dos individuos no SORIGA
Pré-Condicao: indicei do individuo da nova populacéo, sendet1 < N e N o tamanho da
populacao
se(i <imin—1)ou ( > imax+ 1) entdo
Selecione individuo de toda a populacao, ou seja, dos thdigicom indices entre INe
: senao
Selecione individuo da subpopulacdo composta pelos dwgida populacdo com indi-
ces entrémin— 1 €imax+ 1
5. fim se

RN RE

Um exemplo da ocorréncia de avalanches no SORIGA é apreseatseguir. Considere
gue o0 SORIGA seja aplicado na otimizacao da seguinte fungfitnéss:

f(x) = —-, (7.3)

sendou(x) a fung¢éo unitaria do vetor binario (individug)de tamanhd. No SORIGA aqui
utilizado, a populagéo inicial € aleat6ria e os critérioselecdo empregados séo o elitismo e 0
método da roleta. Mutagéo binaria cgy = 0,01 e crossover de dois pontos cpg= 0,6 sdo
empregados. O tamanho da populacéo é 1280. A Figura 7.1 apresenta as trés primeiras
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geracBes de uma extingdo. A figura apresenta o fitness de @asdadividuos da populacao
corrente nas geracgles 27, 28 e 29 respectivamente. Na g&3aca individuo com indice 6
(variavel j no Algoritmo 5) tem o menor fithess da populacdo. Assim, esteviduo, bem
como os individuos com indices 5 e 7 séo substituidos povithahs aleatérios. Na geracao
seguinte, o individuo com indige= 5 tem agora o menor fitness, sendo que ele junto com o0s
individuos 4 e 6 sao entdo substituidos. Na geracéo 29,\ddoi com indicg = 4 tem agora

o menor fitness da populacéo. Pode-se observar que a reacadeiafoi propagada porque 0s
individuos restantes tem fithess mais alto que os individaasubpopulagéo, o que geralmente
ocorre quando a diversidade da populagéo é baixa.
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Figura 7.1: Fitness dos individuos da populacdo correndegeeacdes 27, 28 e 29 em uma
execucdo do SORIGA no exemplo dado. Os O’s e 1's no alto dfisggdndicam os individuos
que pertencem a subpopulacao.

7.3 Resultados

Nesta secéo séo apresentados os resultados de experic@ntasSORIGA envolvendo
a simulagéo de robds evolutivos [8] em ambientes dinami&sses experimentos foram an-
teriormente apresentados em [59]. Com o objetivo de compaBDORIGA com outros AEs
desenvolvidos para otimizacao dinamica, foram tambénsaptados experimentos com DOPs
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gerados através do Gerador de DOPs XOR (Secao 3.3) a paRidiferentes problemas es-
tacionarios em [41] e experimentos com 3 DOPs criados petoduéescrito por [60] em
[61].

Aqui, dois conjuntos de simulacdes de robds evolutivos elmemes dindmicos séo apre-
sentados. Em tais simulacdes, 0 SORIGA é comparado ao GAgaaty GAGDM (Capitulo
6) e a duas outras versdes de GA com imigrantes aleatorieslitprem na estratégia de subs-
tituicdo dos individuos. Na primeira versdo, que sera ahamada de GA com imigrantes
aleatorios 1, trés individuos aleatoriamente escolhidosssibstituidos por novos individuos.
Na segunda versao, que sera aqui chamada de GA com imigededddrios 2, os trés piores
individuos da populacéo corrente, isto é, os individuos asmwalores mais baixos datness
€ que sao substituidos.

7.3.1 Descricao das Simulagdes

Simula¢des baseadas no experimento proposto em [62] faibkpadas para testar o SO-
RIGA. Nas simulacdes apresentadas aqui, uma versao madifitasimulador EVOROBOT
desenvolvido por S. Nolfi [8] é utilizada. No simulador w#do, Redes Neurais Artificiais
(RNAS) cujos pesos séo ajustados por um GA sao utilizadasqmentrolar um rob6 simulado
cujas caracteristicas sdo semelhantes as de um rob6 Klvepesensores de distancia infra-
vermelhos, 2 sensores de luz ambiente (um de cada ladoado®sobre o robd), e 1 sensor
para detectar a luminosidade do chao colocado sob o rob6.

Cada individuo do GA é composto por um vetor contendo todpesss da RNA. A RNA
utilizada para controlar os robds € do tipeed forward com uma Unica camada oculta com-
posta por 5 neurdnios com conexdes recorrentes (Rede deEIR&NA possui duas saidas
(saidas 00 e 01), cada uma ligada a um motor responsavelgélole de uma das rodas do
robd. As entradas da RNA s&o os sinais provenientes de:

e 8 sensores de distancia infravermelhos colocados ao redovhd (entradas 10 a 17).
A Figura 7.2 mostra a disposicdo dos sensores de distanaieb®o Com o objetivo
de aumentar a robustez do sistema de controle a incertezagais provenientes dos
sensores infravermelhos e de luminosidade séo acres@don duido branco com limiar
de+ 0,05.

e 2 sensores de luz ambiente colocados na parte de cima doemtbédas 18 e 19).

e 1 sensor para detectar a luminosidade do chao colocado stid ¢gantrada 110).
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e 1 sensor para detectar o nivel de energia da bateria (ethtrBda

Figura 7.2: Disposicao dos sensores de distancia no rohdasim

Nas simulacfes realizadas, o rob6 deve navegar por um amhiesconhecido sem que
ocorram choques com obstaculos. O rob6 possui uma quaetidsithda de energia, a qual é
recarregada sempre gue atravessa uma area de recargaride Bata area é caracterizada por
possuir uma cor diferente no chdo, o que altera as respastengor colocado sob o robd, e
por possuir uma torre com uma fonte de luz (ver Figura 7.5).

Desta forma, ofitnessdo individuo é definido como a velocidade média de rotacdo das
duas rodas acumulada durante a vida do robd, i.e. enquaatbaseria tem energia ou até
gue ele se choque com um obstaculo, considerando um limiémoale 1 minuto. Como a
energia da bateria totalmente carregada dura 20 segundoisd dem que voltar pelo menos
duas vezes para a area de recarga para que a duracao de ssgjaviti@xima. Vale ressaltar
gue ofitnessdo rob6 ndo é acumulado quando ele se encontra na area dgardedbateria.
Apesar de a funcdo détnessnao especificar explicitamente que o robd deve retornar para
a area de recarga de bateria quando esta estiver se exawsnitdividuos que desenvolvem
esta habilidade enquanto estiverem explorando o ambienmess chocarem com obstaculos
apresentam valores maiores fitness Em cada simulacdo, a posicao inicial do robd é fixa,
sendo que sua orientacao inicial varia aleatoriamente egnal.

Dois conjuntos de simulagbes com 2000 geracdes cada forbwadds para testar o SO-
RIGA. Os dois conjuntos de simulac¢des foram propostos patarto desempenho do SORIGA
em tarefas em que o ambiente do robd se modifica e que envailen@ricia a falhas.

No primeiro conjunto (simulagdo 1), o ambiente utilizadoapa evolug¢do dos robés é
alterado apds 1000 geracdes. Esta situacao € frequenteobierpas reais, quer devido a
alteracGes do ambiente, quer devido as situacdes em qubasss@o primeiramente evoluidos
em simulagdes, e, quando um desempenho satisfatorio &atiarsédo transferidos para um
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ambiente real. Nas simula¢des aqui apresentadas, os @bésauidos em uma arena de 40
x 45 cm livre de obstaculos (salvo as paredes) nas primeifisddracdes, e em uma arena de
60 x 35 cm com cinco objetos cilindricos com posic¢des fixas derastiltimas 1000 geracdes

(ver figuras 7.5 e 7.6).

No segundo conjunto de simulagdes (simulacao 2), o robGa&daf@or uma falha de funci-
onamento em seis sensores de distancia apos 1000 geraaf@esinfular esta falha, os valores
dos sinais provenientes dos sensores de distancia do role8pondentes as entradas 10, 11, 12,
15, 16 e I7 s&o igualados a zero (ver Figura 7.2). A simulacio @roposta para que o problema
de reconfiguracao apds falhas seja investigado. Os robfissevdurante todo o tempo em uma
arena de 6« 35 cm com trés objetos cilindricos fixos (ver figuras 7.7 e.7.8)

Para cada problema, os cinco GAs (GA padrdao, GAGDM, GAs coigrantes aleatérios
1 e 2 e SORIGA) foram simulados 20 vezes cada com diferentesrdes aleatorias. No
inicio de cada simulacao, os individuos foram gerados@ieatente. Em cada geracgéo, os 20
melhores individuos da populacao corrente foram seledms@cada um gerou 5 descendentes,
considerando uma taxa de mutacéo igual a 0,01 (o opecaossovemao foi utilizado). Para
0 GAGDM, os parametros s@omax= 20;a = 0,010 ef3 = 10.

7.3.2 Resultados

A Tabela 7.1 apresenta os resultados de adaptabilidades daénida como a diferenca
média entre dfitnessdo melhor individuo corrente e o respectivo valor 6timo (dd6t aqui
como 1) [63], ofitnessmédio da populacéo, e itnessdo melhor individuo apos 2000 gera-
¢bes. Enquanto que os melhores resultados para a adajstdbiBdo aqueles com os menores
valores, os melhores resultados parBtaesssao agueles com os maiores valores. Os resulta-
dos apresentados na Tabela 7.1 correspondem a média s@breilamilacdes de cada algoritmo
para as simulacbes 1 e 2.

Testes de hipotesendicam que ofithessdo melhor individuo apds 2000 geracdes € maior
para o SORIGA, quando comparado com o GA padrao, com nivsigdiicancia iguais a 0,04
para a simulagéo 1 e 0,1 para a simulacdo 2. As Figuras 7.3wogiam, respectivamente, 0s
valores médios (sobre as 20 simulacdesjitieessdos melhores individuos para as simulacdes
le?2.

As Figuras 7.5 e 7.6 mostram, respectivamente, simulagexsltviduos obtidos em uma
geracao anterior a mudanca do ambiente e na geracéo findlnda sgecucao da simulacédo 1.
Observe que na simulacao apresentada na Figura 7.5, &gstrahcontrada pelo GA é a de
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Tabela 7.1: Resultados do SORIGA no problema de falhas e@s moldveis

GA Simulacgéo 1 Simulacgéo 2
(mudanca do ambiente) (reconfiguracdo apés falhas)
Padréo 0,362 (36,14 %) 0,600 (60,02%)
Adaptabilidade GAGDM 0,339 (33,88 %) 0,574 (57,41 %)

Imigrantes aleat6rios 1
Imigrantes aleatérios 2

0,351 (35,08 %)
0,313 (31,29 %)

0,520 (52,01 %)
0,627 (62,68 %)

SORIGA 0,302 (30,22 %) 0,519 (51,91 %)

Padrao 0,299 0,186

FitnessMédio GAGDM 0,300 0,183
Imigrantes aleat6rios 1 0,341 0,232
Imigrantes aleatdrios 2 0,354 0,184

SORIGA 0,348 0,230

Padrao 0,638 0,284

FitnessFinal do GAGDM 0,685 0,425
Melhor Individuo Imigrantes aleatérios 1 0,669 0,388
Imigrantes aleatérios 2 0,727 0,359

SORIGA 0,755 0,441
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Figura 7.3:Fitnessdo melhor individuo da geracédo corrente para a simulacao 1.

andar em linha reta e girar para a direita sempre que encamira parede, detectada através

dos sensores correspondentes as entradas 16 e I7. Quaredodedecarga é encontrada, que €

detectada através do sensor de luminosidade corresperwentrada 110 e cuja aproximacéo

e afastamento sdo detectados respectivamente atravésrdoses de luz ambiente (entradas
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Figura 7.4:Fitnessdo melhor individuo da geracédo corrente para a simulacao 2.

I8 e 19), o rob6 muda de direcéo. E interessante observar goidosomente volta para a area
de recarga quando o nivel de energia da bateria, que é meeldsgnsor correspondente a
entrada 111, esta quase em zero. Esta estratégia, queg@gqumibfitnessacumulado seja alto
ja que o robd navega o maior tempo possivel fora da area deyaedai encontrada pelo GA
sem que o projetista a especificasse.

Pode-se observar que a estratégia adotada na simula¢@ergpoa na Figura 7.6 € di-
ferente. Nesta estratégia, o robd se movimenta em uma anmear,njee que obstaculos estédo
presentes no ambiente. Observe que apos a recarga da,lmatelbié faz um circulo completo,
uma curva para a direita e caminha até encontrar a pare@etattd através dos sensores cor-
respondentes as entradas 16 e 17. E interessante notar éreelo é feito para que o robd possa
navegar o maior tempo possivel fora da area de recarga.

J& nas simulagfes apresentadas nas Figuras 7.7 e 7.8 paiaa eéecucdo da simulacao
2, 0 robd praticamente s6 anda em linha reta. A simulacicapiada na Figura 7.7 utiliza
uma estratégia de controle obtida pelo SORIGA em uma geeag@ador a introducao da falha.
Observe que, ao encontrar uma parede, o robd faz pequenamembes em que gira para a
direita sob seu eixo, até que fique com suas rodas paralekedep Isto pode ser observado
pelas ativacdes dos sensores correspondentes as enegddasld. Entdo, o robé caminha de
forma quase paralela a parede, utilizando o sensor latmr@spondente a entrada 10, até que a
area de recarga ou outra parede seja encontrada. Uma verradeca area de recarga, o robd
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Figura 7.5: Simulacdo de um individuo obtido na geracaoramté mudanca no ambiente na
sétima execucao da simulacao 1 utilizando o SORIGA. O rolgpesentado através de um
circulo de cor branca e sua trajetéria através de uma lidlcgjaida. A area de recarga de
bateria, representada por um semi-circulo no canto supkxiarena, possui uma cor diferente
no chdo. Umatorre de iluminacéo, representada por um peairenlo hachurado, se encontra
no canto superior da arena. Nos graficos a direita, os sipaaida para os motores (00 e 01)
e as entradas da rede provenientes dos sensores (10 a [X&psggentados nos eixos verticais
e 0 tempo no eixo horizontal. Esta figura foi obtida atravésiohmlador EVOROBOT.

gira para a direita e anda em linha reta até a parede opostaméate observe que a bateria
somente é recarregada quando o seu nivel esta quase em zero.

Uma estratégia diferente é adotada na simulacdo apreaemddeigura 7.8, que utiliza um
individuo obtido pelo SORIGA na geracéo final da décima eg&goua simulacdo 2. Nesta
simulacao, o robd apresenta uma falha que o faz perder as dm#&dos os sensores de dis-
tancia, salvo os sensores correspondentes as entradag.l3Pede-se observar nos graficos
apresentados, que somente estes dois sensores apresgrdaedo aiferente de zero. Na es-
tratégia encontrada pelo SORIGA, o robd caminha em diregdieaade recarga utilizando um
dos sensores de luz ambiente (entrada 18). Antes de chegaeaale recarga, o robd desvia
de um obstaculo utilizando os sensores de distancia qua findionam (entradas I3 e 14). Ao
chegar na area de recarga, o robd passa a fazer pequenosamimaiineares para frente e para
tras, saindo e entrando na area de recarga (observe a edfdac@respondente ao sensor de
luminosidade colocado sob o robd). Desta forma, sua bdtesi@m um nivel quase estavel
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Figura 7.6: Simulagdo de um individuo obtido na geracéo fiasétima execucao da simula-
céo 1 utilizando o SORIGA. A arena simulada tem tamanhoafitier daquela apresentada na
Figura 7.5, além de possuir cinco obstaculos cilindricegrasentados na figura por circulos
hachurados.

(entrada 111). Apesar de ndo acumular valores alto$ittessja que rob6é ndo navega pelo
ambiente, esta estratégia faz com que o rob6 néo se choquescobstaculos do ambiente ja
gue possui pouca capacidade sensorial.

7.3.3 Analise dos Resultados

Nos conjuntos de simulacdes apresentados na Secdo 7.3Asosncontram, ao longo
das geracdes, pesos da RNA que definem a estratégia de réavegatada. Para isso, mapas
topoldgicos do ambiente séo criados internamente e s&adtis para a navegagédo no ambiente
de modo a aumentar ao maximdibnessacumulado durante a vida do robd. A criacdo destes
mapas topoldgicos internos nestas simulacdes é semebmguéa encontrada nos resultados
experimentais apresentados em [8].

Quando mudancas induzidas nos problemas séo drasticas,agpuelas apresentadas na
secdo anterior, novas estratégias muito diferentes daganém que ser encontradas. Desta
forma, o robd n&o pode mais confiar nas representacéesantdonambiente previamente en-
contradas. Na simulac&o 1, o ambiente mudou de tal formag qak6 teve que abandonar a
estratégia previamente encontrada e buscar uma outrafiyajas 7.5 e 7.6). O mesmo vale
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Figura 7.7: Simulacdo de um individuo sem falhas obtido magf® anterior a mudanca no
problema na décima execucéo da simulacao 2 utilizando o SARI
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Figura 7.8: Simulacéo de um individuo com falhas obtido rragg®o final na décima execucéo
da simulagéo 2 utilizando o SORIGA.
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para a simulagéo 2, ja que as falhas introduzidas mudam afqua o robé enxerga o am-
biente (veja figuras 7.7 e 7.8). Desta forma, o robd precissem/olver estratégias que nao
utilizassem os sinais provenientes dos sensores com fadralteracdes de estratégia provoca-
das pelas mudancas no problema foram produzidas por gralees;0es na representacéo da
RNA responsavel pelo controle do robd.

No GA padrao, e mesmo no GAGDM, uma nova estratégia para ¢epnake mais dificil
de ser encontrada apds a mudanca no problema, j&4 que oralgonititas vezes fica preso em
Otimos locais dados pela solucdo antiga. Este problemagevaditado quando novas solugdes
aleatdrias séo geradas, como nos GAs com imigrantes ateat@rs resultados dos GAs com
imigrantes aleatorios e do SORIGA seréo agora analisadioseiro, 0 modo com 0 SORIGA
funciona sera comentado.

Nas primeiras geracdes das execuc¢des do SORIGA, os indg/ggkralmente apresentam
valores defitnessbaixos e um nivel de diversidade alto. No SORIGA, os novowiddos
gue substituem o pior individuo e seus dois vizinhos présitambém tém valores datness
baixos. Como diversos individuos da populacéo tém valae®b defitness a probabilidade
qgue o novo pior individuo seja um dos vizinhos do pior indid@nterior é baixa. Consequen-
temente, substituicdes de um unico individuo dificilmereag grandes reacdes em cadeia.

Conforme ofitnessmédio da populacdo aumenta, eventualmente um 6timo lodehg-a
cado. Entdo, conforme aumenta o numero de geracdes, grartéeda populagdo converge
para o 6timo local, resultando em um baixo nivel de divedadalesta situacao, diversos indi-
viduos da populacao tém valores altosfdeessse comparados comfitnessmédio de todos
0s novos individuos possiveis. Quando o pior individuo daufagdo é substituido com seus
dois vizinhos préximos, a probabilidade que o pior individia populagédo seguinte seja um
destes vizinhos € alta ja que eles geralmente apresentalaras/defitnessaltos. Entdo, uma
grande reacdo em cadeia (extin¢do) pode ser formada e unhegramero de individuos pode
ser extinto, aumentando assim o nivel de diversidade ddagfu De fato, o fator de correla-
cdo entre o tamanho das extin¢des e a variancititdessda populacao é positiva, indicando
que a diversidade cresce com o tamanho das extingbes. Essdete observar que este é um
comportamento auto-organizavel, que muda com o nivel agsidade da populagéo.

Os melhores resultados do SORIGA gquando comparado com ms @atis GAs com imi-
grantes aleatorios nas simulacdes apresentadas podexpls=ados por dois fatores principais.
Primeiro, o niumero de indices diferentes de individuos §aesgbstituidos em um periodo fixo
de geracOes geralmente € mais alto no SORIGA. No GA com imtiggaaleatdrios em que 0s
piores individuos séo substituidos, € comum a substituedondividuos que acabaram de apa-
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recer na populagdo, ou seja, com os mesmos indices. Istdiéagppelos valores baixos de
fitnessdos novos individuos, gerando baixos niveis de diversidilao SORIGA, as reagfes
em cadeia geram um namero maior de indices de individuosausubstituidos e mantidos
em uma subpopulacao. Este fator pode ser observado naeah@fisnessmeédio da populacdo
na Tabela 7.1 . Observe que o0 SORIGA apresenta valorégriEssmedio da populagéo pré-
ximos ao dos outros GAs com imigrantes aleatérios, mesnmesaptando 0s maiores valores
de fitnessdo melhor individuo.

O segundo fator principal que explica os melhores resultgdoa o SORIGA é que a
probabilidade de que um novo individuo seja preservaddrgerde € maior no SORIGA. Isto
ocorre porque, em um GA com imigrantes aleatérios, os valded itnessdos individuos da
populacdo corrente, que geralmente estdo localizadognpréxdo 6timo local apds algumas
geracgOes, sdo em geral maiores quitoessmédio do espacgo de busca, isto €, de todos os
novos individuos possiveis. Um imigrante geralmente sdl@esomente se setitnessfor
proximo de ou maior que ditnessmédio da populagcédo, o que é um evento raro quando a
populacdo esta em um 6timo local muito maior quitaessmédio do espaco de busca. Nas
simulagfes apresentadas, pode-se observar que a soltigacageralmente muito melhor que
a maioria das novas solucdes geradas, ja que na solucaa,antighd geralmente conseguia
navegar em linha reta pelo ambiente. Por outro lado, o0 SORiI@8erva uma nova solucéo
potencial em uma subpopulacéo e permite que esta solucl@a@rauanto a extingdo corrente
esta em progresso. Quando a extingao termina, versdesdamhle solugdes potenciais dadas
por imigrantes podem ser dispersas na populacao atual.

A Figura 7.9 apresenta fitnessdo melhor individuo e a duracao das extin¢gdes para o SO-
RIGA na décima execucao da simulacéo 2. Observe que, ap&®dLigdo da falha (geracao
1000), ofitnessdo melhor individuo diminui, ja que o robd ndo consegue navpglo am-
biente com a estratégia previamente evoluida. No entapés, @lgumas extingdes, uma nova
estratégia é encontrada (depois da geracdo 1800). Obagrda, que extingdes com duracdes
médias altas geralmente ocorrem quando o valditthesse alto.

Nas simulacfes apresentadas nesta sec¢ao, assim comoistwesdégsseis sobre tamanhos
de extin¢des na natureza [54], existem mais extincdes pagqupie grandes. Na Figura 7.10, o
grafico em uma escala log-log do nimero de extin¢gdes conaraartho de cada uma na décima
execucdo da simulagéo 2 é apresentado.
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Figura 7.9:Fitnessdo melhor individuo e duracdo das extingdes na décima edleds; simu-
lacdo 2 (reconfiguracédo apas falhas).
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Figura 7.10: Numero de ocorréncias para cada tamanho das@®d na décima execucédo da
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simulagéo 2 (reconfiguragédo apos falhas).

7.4 Comentarios Finais

log(d)

No SORIGA, ocorre a substituicdo do pior individuo e de sais vizinhos proximos por

imigrantes aleatorios em cada geracdo. Os novos imigraéitegreservados em uma subpopu-

lagéo, definida n&o pelo programador e sim pelo tamanho da@stcorrente. No algoritmo
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proposto, a populacao se auto-organiza de modo a permitoraémcia de extingdes com uma
grande variedade de escalas de tamanhos. Grandes extggg@égsente ocorrem quando a
maior parte dos individuos da populacao exibe valores didgness, e quando o nivel de di-
versidade da populacao € pequeno. Desta forma, a diveesidgubpulacdo € aumentada nestes
casos, o0 que faz com que o AG possa escapar de 6timos locsisrados pelas mudangas no
ambiente.

Tal caracteristica minimiza o problema encontrado na dgfinilo nimero de substituicdes
na estratégia padrdo dos imigrantes aletérios. Se o nuneenmigrantes é grande, menos
solucdes sao utilizadas para encontrar os 6timos locajgoiSzutro lado, o nimero é pequeno,
os imigrantes séo diluidos na populacao, tornando o beémeféecintroduzi-los desprezivel.
O SORIGA minimiza este problema utilizando a auto-orgagépapara definir o tamanho da
subpopulacao de imigrantes e de seus descendentes.
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8 Algoritmos Evolutivos com Mutacao
g-Gaussiana

Quando AEs com codificacao real sao aplicados, o operadouti;&o geralmente em-
prega distribuices Gaussianas isotrdpicas para gerasmsamucdes candidatas [64]. O uso de
distribuicdes Gaussianas isotropicas € interessantei@@lg maximiza, sob certas condicdes,
a Entropia de Boltzmann-Gibbs (e consequentemente a Eatdapinformacdo de Shannon
para o caso continuo) [65]. Como a distribuicdo Gaussianedjsica ndo privilegia nenhuma
direcdo de busca, a geracdo de novas solucdes candidatasqu@&o nenhum conhecimento
sobre a geometria do espaco de busca.

Contudo, pesquisadores tém proposto recentemente o usiritauites com caudas mais
longas e com segundo momento infinito em AEs, em oposicadrébdisdo Gaussiana isotro-
pica, gue tem segundo momento finito. Como exemplos, podeaitagos d=ast Evolutionary
Programming FEP) [66], que utiliza a distribuicdo de Cauchy, e a Progigin Evolutiva com
distribuicdo de Lévy (LEP) [67]. O uso de mutagcdes com disigdes com segundo momento
infinito implica em saltos com tamanhos livres de escalanjgrdo que regiées mais distantes
sejam alcancadas no espaco de busca. Esta propriedadeegpodiei®ssante em problemas
multimodais ou de otimizag&o dindmica ja que pode fazer asereg solu¢des candidatas esca-
pem com mais facilidade dos 6timos locais. Contudo, algessgisadores argumentam que,
em geral, os algoritmos propostos utilizam distribuicdesatropicas, ou seja, em que algumas
direcbes do espaco de busca sao privilegiadas [68], 0 gizeisEressante somente para pro-
blemas com fun¢des de aptiddo separaveis. Além disso, et gatificil atingir uma regido
interessante do espaco de busca com um salto longo pargngim dtimo local [69], ja que a
aptidao da solucéo corrente € em geral maior que a aptidéia shéeéspaco de busca.

Em [70], TinGs e Yang propdem o uso de AEs com auto-adaptagémstiibuicdo de muta-
cOes. Desta forma, a decisédo de escolher qual distribug@outacdes € mais indicada para o
problema, ou para um determinado momento do processo olita a cargo do algoritmo, e
nao mais do projetista. Na metodologia proposta, disgd®s do tipay-Gaussiana, derivadas
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do conceito de entropia generalizada de Tsallis [65], s#i@aatdas. Mudando-se o parame-
tro realq € possivel mudar o formato da distribuigg@aussiana, reproduzindo distribuicdes
com segundo momento finito, como a distribuicdo Gaussiasapesegundo momento infi-
nito, como a distribuicdo de Cauchy. Nos algoritmos, o patémg que define a distribuicéo
de mutacdes € codificado no cromossomo dos individuos e ésidiora evolugéo.

O uso de mutacdes geradas a partir de distribuig@gaussianas em AEs néo € novo [71],
[72]. Contudo, nos AEs propostos nestas referéncias,asménte ao que ocorre na maioria
dos AEs que utilizam distibuicbes com cauda longa [66],,[6d}as solu¢cbes candidatas s&o
produzidas gerando-se desvios aleatorios independenteada coordenada da solucao atual,
0 que implica em distribui¢cdes anisotropicas nas quaisdgs®ealtos ocorrem com muito mais
frequéncia nas regides vizinhas aos eixos das coordenalfas.disso, o parametrg, o qual
define a forma da distribuicdo, € mantido fixo durante todmogsso de otimiza¢do ou decresce
durante o processo de busca, similarmente ao que é feito caziReento Simulado (i.e., o
controle do parametro € determinista).

Controle das distribuicdes de probabilidade de mutacéoopto lado, também néo é
novo. Em [73], a funcédo de densidade de probabilidades daghoité gerada a partir de um
histograma com 101 barras representando os valores debgidddes entre os intervalos de
interesse em um espaco unidimensional. Auto-adaptacalivédd para controlar a altura das
barras, permitindo a mudanca na forma da distribuicdo deghibdades de mutacdo durante
a execucado do AE [74]. Experimentos em [73] indicaram a fgémnale histogramas com um
anico pico central, confirmando que distribuicdes como asGana e a de Cauchy sao boas
candidatas para distribuicdes de probabilidade de mut&@dudo, o uso de histogramas néo
é viavel quando o numero de dimensdes do problema auments @numero de histogramas
requerido aumenta exponencialmente. Como indicado emg¢#tntrole da funcdo de densi-
dade da probabilidade de mutacao usando poucos parametrostdole é altamente desejavel.

Em [75], quatro tipos de mutacdo ocorrem: do tipo Cauchyjmmltévy e duas Gaussi-
anas do tipo padréo nas quais as mudancas ocorrem sepanéel@amecada coordenada. Um
vetor com quatro elementos contendo as probabilidades escséher cada tipo de mutacéo é
adicionado ao individuo e € modificado ao longo das geragdasatdo com o desempenho de
cada tipo de mutacéo.

A metologia apresentada em [70] para controlar o formatoistaltlicdo de mutacdes, e
gue é aqui apresentada, emprega somente um parametro gaiadigiduo: o parametrgda
distribuicdog-Gaussiana. Diferentemente da estratégia usada em [7&htmte do pardmetro
g permite mudancas suaves e continuas no formato da digé&dya que o parametmpé um
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parametro real e uma pequena mudanga em seu valor causaguea@enudanca no formato
da distribuicdo de mutacgdes. Desta forma, as principatsibaigdes apresentadas em [70] sdo:
1) Mutacdegy-Gaussianas geradas a partir de distribuicfes anisoa®picsotropicas sao pro-
postas e comparadas; 2) Auto-adaptacao é utilizada pat@lewo parametrg, o que permite
mudar a forma da distribuicdo durante o processo de otida®) Mutacdes Gaussiana, de
Cauchy eg-Gaussianas geradas a partir de distribuicdes anisca®piésotropicas sdo com-
paradas em um conjunto de experimentos; 4) Uma ES com mug@aossiana € proposta e
comparada com outros AEs para otimizacao continua.

Na proxima secéo, a distribuicgeGaussiana é brevemente introduzida.

8.1 A Distribuicao g-Gaussiana

Apesar de a distribuicdo Gaussiana ser um atrator paransistaleatérios com compo-
nentes independentes e com variancia finita, ela néo repaglsem sistemas correlacionados
com segundo momento infinito [65]. A distribuicg§aGaussiana pode ser vista como uma ge-
neralizacdo da distribuicdo Gaussiana, aparecendo quaedtropia generalizada de Tsallis
€ maximizada. A entropia generalizada de Tsallis foi prtgpeemo uma generalizagdo da
Entropia de Boltzmann-Gibbs, sendo dada por:

1— [ p(x)9dx
g—1
na qualg € R. A Eq. 8.1 reproduz a equacao da Entropia de Boltzmann-Gibbsq — 1.

&= , (8.1)

A distribuicdog-Gaussiana aparece quando maximizamos a entropia geadealiada pela
Eq. 8.1.

Quando—» < g < 3, a funcdo densidade da distribuigi@aussiana [65] é dada por:

B —By(X—1)2
Pq(it.5q) () = —g gg N, (8.2)

sendo quely € 04 S80, respectivamentegamédia e aj-varianciaAq € o fator de normalizagéo,
Bq controla o espalhamento da distribuiggiaussiana ea”z (funcdog-Gaussiana de) é
definida como:

1

eEUZE <1+(q—1)u2)7ﬁ, se1+(q—1)u220' 8.3)

0, caso contrario
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Na Eq. 8.2, @-médiayl, e ag-varidnciagq [65] séo dadas por:

_  [xp(x)9dx
~ Tp0o%dx’ oo
_ J (x=q)?p(x)dx
0= Todadx (8.5)

as quais respectivamente reproduzem a média e a varianeis ugladay — 1. Ja o fator de
N VEETAYA
normalizacadq é dado porg = [ e " dx[76] e By & dado por:

By = ((3_q>ag) - (8.6)
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Figura 8.1: Funcag-Gaussiana para diferentes valoregidas fun¢cdes Gaussiana e de Cauchy
sao também apresentadas.

A Figura 8.1 ilustra a forma da funcapGaussiana para diferentes valoresgdeNesta
funcdo, o parametro reag altera a forma da funcédo, o que permite controlar suavenente
continuamente a forma da distribuicg@saussiana. Para valores genenores que 5/3, a dis-
tribuicdo apresenta segundo momento finito e garal ela reproduz a distribuicdo Gaussiana
(veja Figura 8.1). Quandg < 1, a distribuicAay-Gaussiana apresenta uma forma compacta,
e decai assintoticamente como uma lei de poténcia parg & 3. Parag = 2, a distribui¢éo
reproduz a distribuicdo de Cauchy [77].

Uma variavel aleatoria com distribuicéay-Gaussiana corg-médiap e q-variéncia&é e

denotada aqui pax ~ Ag(Hg,0q). Em [70], o método de Box-Miiller generalizado proposto
em [65], o qual € muito simples (ver pseudo-codigo em [658mdpregado para a geracao de
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variaveis aleatorias ~ Ag(0,1) paraq < 3.

8.2 Auto-adaptacédo da distribuicdo de mutacoes

Em um espaco de bus¢adimensional real, uma nova solucdo candidata é gerada pelo
operador de mutacéao real de um AE, a partir de um indivigluda seguinte forma:

Xi=Xi+Cz, (8.7)

na quali=1,...,4, z & um vetor aleatérib-dimensional gerado a partir de uma distribuicao
multivariavel com média zer®; é a matriz que define a forca de mutacdo em cada coordenada
j=1,...,1. No caso mais simples,

C=ol, (8.8)

sendol a matriz identidade e um Unico parametoy,define a forgca de mutacdo em todas as
componentes dg. Contudo, é interessante em muitos casos definir paranggtypdiferentes
para cada componente gg ou seja:

C =diago"). (8.9)

Neste casd; € uma matriz diagonal cujos elementos na diagonal prinsgmatiados pelo vetor
o=[0(1) a(2)...0(1)]". No caso mais geral, e.g., na ES com adaptag&o da matrizidaaiar
(CMA-ES) [78], C € uma matriz com os elementos fora da diagonal principatamtio a
correlacédo entre os componentegzde

Em geral, quando auto-adaptacéo é usada, consideranddikeaegdo da Eq. 8.8, o para-
metro da for¢ca de mutacédo para cada descendente. .., da populacao é atualizado por:

Gi = 0;eN 0D (8.10)

na qualt, denota o desvio padréo da distribuicdo Gaussiana usad@g@aaa mudanca em
0;. Se cada elemento do vetqrtem um pardmetro de mutacgédo individual (Eqg. 88},) €
atualizado de acordo com:

6i(j) = 03 (j)eNODFIALOD (8.11)

sendo quay denota o desvio padrao da distribuicdo Gaussiana usadg¢arao desvio ale-
torio A((0,1);, o qual é comum para todos os elementos do vetoe 1 é o desvio padréo
da distribuicdo Gaussiana usada para gerar os desviodradeahdividuaisi\'(0,1) para cada
elementoj = 1,...,l. Trabalhos tedricos e experimentais sugerem que 0S pacEmnge T¢
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sejam definidos par, = LN etlec= ke senddk, e k; nimeros reais positivos [64].

Vel NN

Em AEs, o uso da distribuicdo Gaussiana é geralmente entarqmaa gerar o vetdr
dimensionalz [64]. Aqui, um vetor aleatérid-dimensional gerado a partir da distribuicao
Gaussiana é denotade- A('. Um vetor aleatério Gaussiamo- A é gerado pela amostragem
del variaveis Gaussianas independemg®, 1). E importante observar que quando o mesmo
procedimento é adotado para gerar amostras aleatoriasanialias com uma distribuicdo de
cauda longa, algumas dire¢des no espaco de busca sdo misitexplaradas do que outras, ou
seja, a distribuicao € altamente anisotrdpica.

Duas formas de gerar as distribuic@p&aussianas sdo utilizadas nos AEs desenvolvidos
em [79] e [70], uma anisotrdpica e outra isotropica. Em amloagparametrg é associado com
cada individuo. Aqui, apenas resultados da forma aniscippa qual variaveis aleatorias
independentes sdo geradas para compor o zetép apresentados. Baseado na forma de ajuste
do parametro da forca de mutagdo em ESs [64], o parameiratualizado para o individuo
em cada geracéo de acordo com:

G = g™ O (8.12)

sendo qué&q denota o desvio padréo da distribuicdo Gaussiana utilizegiai, 1q € dado por:
g 4 (8.13)

senddkg um namero positivo real. Usando a Eq. 8.12, diferentesiblistbes podem ser repro-
duzidas durante o processo evolutivo.

De modo a testar as idéias propostas, dois EPs com mujg@aassiana foram propostos
em [70] e uma ES com o mesmo tipo de mutacdo em [79]. A segter,iitgmo algoritmo é
apresentado.

8.3 ES com Mutacaag-Gaussiana

Em [79], a mutagcdg-Gaussiana com auto-adaptacéo é utilizada em umES aplicada
em DOPs.

Nota-se que dois componentes podem ser mudados em cadiilodino esquema pro-
posto: o vetor de parametros da forca de mutagaoo parametro da distribuic@pGaussiana
gi. Como néo é possivel identificar a influéncia individual dademga eno; ou emgq; na
aptidao do individuo se ambos os vetores de forca mutagcéo e parametofrem mutacao
juntos no individuo (por exemplo, uma mutacao benéficawepode ser mascarada na aptidao
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Algoritmo 7 (1,A)-ES com mutacag-Gaussiana (QGES)
1: Inicialize a populacdo composta dos individugs 6k, gx) parak=1,...,
2: Avalie os individuosxx, Ok, gk) parak=1,...,u
3: enquanto(critério de parada ndo é satisfeifaga
4: Use recombinacao para gerar os individdpsd;, Gi) parai = 1,...,A a partir dos individuosx, ok, gx)
parak=1,...,u

5. parai<« 1toAfaca

6: serand(0,1) > rq entéo

7 Atualize vetor de parametros de for¢ga de mutagade acordo com Eq. 8.11

8: senéo

9: Atualize o parametrqg; de acordo com Eq. 8.12
10: fim se
11: %i + %i + Cj z, senda o vetor gerado pela distribuic@pGaussiana com parametjoeC; = diag(5/")
12:  fim para

13:  Avalie os descendentes,(Gi, Gi) parai = 1,...,A

14:  Selecione os melhor@dndividuos a partir dos descendent&s §;, Gi), i = 1,...,A, para compor a nova
populacédo de individuogy, ok, gk), k=1,..., 1

15: fim enquanto

do individuoi se o parametrq; € alterado para um valor ruim na mesma geragéo), apenas um
dos dois componentes, i.@;, ou g;, podem sofrer mutagdo em cada geragédo. Assim, o vetor
forca de mutacao; é atualizado para o individucem cada geragcdo se um numero aleatoério
uniforme gerado no interval@®, 1] € igual ou maior do que um parametro reqk [0, 1]; caso
contrario, o valor dej é que é atualizado.

A (LA)-ES com mutacag-Gaussiana, chamadgsESem [79], € apresentado no Algo-
ritmo 7. A principal diferenca em relacdo a ES tradicionalfeaat ES [80] € que a mutacao
g-Gaussiana € empregada (passo 11) ao invés das mutacostaBGaES tradicional) ou de
Cauchy FastES). A outra alteracéo é a adicdo de um procedimento paraaacaparametro
g (passos 6, 8, 9 e 10).

8.4 Andlise da mutacaaj-Gaussiana

Nesta secdo, o impacto de mudar o parametro da forca de mauagd parametra
da distribuicdog-Gaussiana na probabilidade de gerar um sakosendox ~ Ag(0,1), na
vizinhanca de um pontg* é analisado. A andlise apresentada aqui € similar aquedaaggsar
mutacdes Gaussiana e de Cauchy apresentada em [66].

Quandopg =0 ec_ré = 1, a densidade da distribuicgeGaussiana parac < q < 3 (veja
Eqg. 8.2) é dada por:
2

1 34
pq{x):m €&

o

(8.14)
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na qual considera—s(él—i-xz(q -1)//3- q) > 0 e que aj-exponencial é dada por:

_x2

1

e = <1+g%tl1 XZ)H‘. (8.15)
Consideramos que a mutagg@aussiana € aplicada em um AE no caso unidimensional,

ou seja, a mutagao produz um saito sendao o parametro da forga de mutagéo-e Ag(0,1).

Para simplificar, vamos consideraklg < 3. A probabilidade de alcancar a vizinhanca de um

pontox* a partir de um saltox, i.e., a probabilidade que — e < ox < x* + ¢, na qual > 0

define o tamanho da vizinhanca, € dado por:

X ye
Po(lox—x| <€)= [ " pg(x)dx (8.16)

o

O teorema do valor médio para integrais definidas afirma giséeaxm nimer® (0 < o < 2¢)
no qual o valor da integral dada por Eg. 8.16 € igual a difexeagre os limites da integral
multiplicados porpg((X* —€+98)/0). Assim, Eq. 8.16 pode ser escrita como:

. 26 /X'—e+d
Py(Jox—X'| SS):;pq<7o ) (8.17)
Substituindo as Egs. 8.14 e 8.15 na Eq. 8.17, obtemos:
. 2 q—1¢2\ 1
Py(Jox—X |§8>_0\/ﬁlﬁq<l+3—q?)l q, (8.18)
sendoc = x* — e+ 0.
8.4.1 O impacto de mudarc
Derivando a Eq. 8.18 com respeit@aentao:
d 2 0 /1 q—1c2\ o9
—Py(jox—x|<g) = o = (14 2—=, 8.19
aoallox=x=¢g) \/3—qu60(0< +3—qc;2) )’ (8.19)
e, assim,
d i R 20aC2 =T 2\ 144
soPiloxx 0= o (P (b)) ). @20
sendogs = (Q—1)/(3—q). Depois de alguma manipulagéo, podemos obter:
0 2¢ 2\ 1q c2—a?
—P —X<g)=——(1 — —. 8.21
fole] a(jox=x[ <€) \/Qch;Z( +qa02> OaC? + 02 (8.21)
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A partir da Eqg. (8.21), podemos escrever parad.< 3:

>0 se|c|>0

%Pq(|ox—x*| <g) { (8.22)

<0 selc<o

Eq. 8.22 afirma que um aumento na forca de mutagéesulta em um aumento na pro-
babilidade de atingir o pontg que esta localizado na vizinhanca do poxitoa partir de um
saltoox somente séc| < . Em outras palavras, um aumento na forca de mutagéo é benéfico
para alcancgar a vizinhanga de um poxitse este esta distante|(> o) da solucdo atual (antes
da mutacdo). Um resultado semelhante foi encontrado patdagdes Gaussiana e de Cauchy
em [66]. A analise acima também afirma que a taxa de mudanceobelplidade dada pela
EqQ. 8.21 depende do valor de

8.4.2 O impacto de mudarq

Derivando a Eq. (8.18) com respeitgagyodemos escrever que:

0 2¢ 0 1
el xl<ey =2 (o .
6qPQ(|0X X|<e)=3 aq<\/ﬁ|Aqy>’ (8.23)
na qual:
B q—1c?\ 4
y=(1+ efqa) (8.24)

é ag-exponencial dada pela Eq. 8.15 no poxte c/o. Analisaremos agora a derivada@a
exponenciay dada pela Eq. 8.24. Aplicando o logaritmo natural em ambtesdos da Eq. 8.24
e derivando em relacaocgptemos:

dy a9/ 1 q—1c?
aq_y6q<1—qln<1+3—qoz>)' (8.25)

Depois de alguma manipulacao, temos:

oy _ 1 p1_1q<ln<p> 2 czpl), (8.26)

g gq-1 q-1 (3-0g)20?
sendo: 2
_4,.09-1c¢

Le.,y= pﬁ. Na Eqg. 8.26p > 1 para 1< g < 3. Assim, podemos escrever:

>0 sea>b
oy { (8.28)

a_q <0 sea<b
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Figura 8.2: Regides positivas (em cinza) e negativas (entbjalas derivadas dgexponencial
dada pela Eq. 8.24 pace= 3.

2

(3-09)

decno quala=b), |a| < |b| para valores maiores de ja que lim_,,a= +o € limg_,b=
2

(3-9)(g-1)°

A Figura 8.2 mostra as regifes onde a derivadaj-@aponencial dada pela Eq. 8.24 é

sendoa = 'gﬁpl) eb= 3 %pfl. Enquantda| > |b| para valores pequenos [ (até o valor

positiva ou negativa paa= 3 e|c| < 10. Quando a derivada é positiva, aumentando (ou dimi-
nuindo)q por um pequeno valor implica em aumentar (ou diminuir) o vedbbg-exponencial

no pontoc, enquanto 0 oposto ocorre para uma derivada negativa. $&odbservar que a lo-
calizacdo dec onde a derivada muda seu sinal se move de acordo com o vatpr @aanto
maior o valor deg, mais longe a posicéo de| onde a derivada muda de sinal. A Figura 8.2
(e a Eq. 8.26) também sugere(m) que os valoregplrtos de 3 ndo sdo interessantes ja que a
localizac&o onde a derivada muda de sinal € muito longe da&whtual.

Usando a derivada apexponencial dada pela Eq. 8.24, podemos agora escrepersdake
algumas manipulacdes, a derivada da Eg. 8.18 em relag&eega Eq. 8.23):

2epT ((q —1)(Aq— (3—Q)A,)
Aq0/3-q(q—1) (3—a)Aq

0
2 pyjox—x| <e)=

% +a—b). (8.29)

Como o primeiro termo dentro dos parénteses nao depengeadmalise é semelhante ao
gue foi apresentado antes parg-axponencial dada pela Eqg. 8.26. A Eq. 8.29 indica onde
uma pequena mudanca no valorglé benéfica para aumentar a probabilidade de alcancar a
vizinhanca de um pontg* a partir de um saltox. Em outras palavras, um aumento no valor
deq é benéfico para alcancar a vizinhanca de um pgnse este é distante (em um local onde



8.5 Experimentos 62

a derivada dada por Eq 8.29 é positiva) da solucéo atuals(datenutagdo). Caso contrério, o
valor deq deve ser diminuido.

8.5 Experimentos

De modo a avaliar o desempenho da mutag&aussiana em AEs para otimizacdo con-
tinua em problemas estacionarios, experimentos com 2®é&sngobenchmarkproposto em
[81] foram realizados em [70]. Os experimentos indicam o hi@sempenho da mutacge
Gaussiana em problemas altamente multimodais e/ou rigddgoem [79], o algoritmo apre-
sentado na Secao 8.3 foi aplicado em dois conjuntos de exgeios com DOPs. No primeiro
conjunto, que é apresentado aqui, o0 Geradoving Peak§MP) (Secéo 3.4) é utilizado para
criar DOPs. No segundo conjunto de experimentos, robosigvas sdo simulados em ambi-
ente din@micos.

Em cada experimento com o Gerador MP aqui apresentado, 3B®sacutadas 50 vezes
cada (com diferentes sementes aleatérias). No primeiarititp, qGES, o parametrg da
mutacdog-Gaussiana € permitido evoluir ao longo do processo evaiacio, sendog = 0,8
no Algoritmo 7. Nos outros dois algoritmasg, = 0,0 no Algoritmo 7 e, consequentemente, o
parametray é fixo, ou seja, comeca com um determinado valor e ndo é mathfdarante a
evolucao. No algoritmo GE$,= 1, ou seja, a distribuic&mpGaussiana reproduz a distribuicdo
Gaussiana. No algoritmo CE§,= 2, ou seja, a distribuicdo de Cauchy é reproduzida pela
distribuicdog-Gaussiana. Assim, os trés tipos de mutagad@aussiana, Gaussiana e de Cauchy
sdo comparados nos experimentos.

Para cada execuc¢do de um algoritmo, os individuos da pdmlagial sdo escolhidos
aleatoriamente. Em todos os experimentos do algoritmo gGp8&rametra inicial é igual a
1,0 (valor no qual a distribuicdo Gaussiana € reproduzids walores minimo e maximo do
parametray sao, respectivamente, iguais a 0,8 e e 2,2, ou seja, vagm@sativamente menores
e maiores que os valores deos quais as mutacdes Gaussiana e de Cauchy séo reproduzidas
Os parametrog, e ke, respectivamente utilizados para calculgre t¢, sao iguais a 1,0. O
mesmo valor € adotado pakg que € utilizado na Eq. 8.13 para o calculorde

Para o Gerador MP (ver Eq. 3.5), os paramek;i¢s) e w;(e), parae > 1, sdo respectiva-
mente alterados em cada mudanca de acordo com:

hi(e+1) =hi(e) +p N(0,1), (8.30)
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wi(e+1) =wi(e) +p N(0,1), (8.31)

enquanto que o vetor definindo a posicao do centro de cada ilterado por rotacdo, multi-
plicando a posicao do vetor em cada ciclo de mudamgar uma matriz de rotacdo composta
por sucessivas rotagdes simples em planos aleatérios,sfaanmeaneira que é feito no gerador
de problemas continuos apresentado no Capitulo 9. Os &dgilmatriz de rotacdo, em graus,
sao dadas por 180 Enquanto o parametgcontrola a severidade das mudancas, o parametro
T controla a velocidade das mudancas.

Nesta secdo, experimentos com 5 valores fixgs, @&l seja, nos quagnado muda durante
a execucao, sdo apresentados. Experimentos nos quais @e@alonuda durante a execucao
de acordo com uma dindmica cadtica, utilizando a funcacstiogi discreta com parametro
3,67, também sdo apresentados (tais experimentos saditdelas com@ = ¢ nas tabelas e
figuras). Experimentos com= 10, 50, e 300 sédo apresentados. Desta forma, 18 experimentos
com diferentes valores gee T sdo gerados, ou seja, 0s algoritmos sdo testados com tiferen
combinacgdes de severidade e velocidade das mudancaso®asas experimentos, o nimero
de ciclos de mudancan{) durante o processo evolutivo é 90+ 10 e o numero de picos é
np = 10. Para os algoritmos, o niumero de pais definido como 15, enquanto o nimero de
filhos (\) € 100. Recombinacéao intermediaria com dois pais para dadafusada.

De forma a avaliar o desempenho dos algoritmos, o erro daanaédinelhor fitnesse()
em cada ciclo de mudangaé calculado. Este valor é calculado utilizando o erro dod&rao
invés do fitness na Eq. 4.3. Quando menor o valajdmelhor o desempenho do algoritmo.

8.5.0.1 Resultados

A Figura 8.3 apresenta a mediana do erro da média do melhessitam cada ciclo de
mudanca para cada algoritmo considerando diferentesegattet e p. A média da norma
Euclidiana do vetor de parametros de forca de mutacao fodgaparametro de distribuicap
do melhor individuo nos ultimos 10 ciclos de mudanca do experto cont = 300ep =0,1
oup = 0,2 sdo mostrados na Figura 8.4.

Na Tabela 8.1, a comparacao estatistica dos algoritmos legéiceao erro da média do
melhor fitness em cada ciclo de mudanca é feita utilizandste tée Wilcoxon [82]. A Tabela
8.1 mostra go-valor do teste de Wilcoxon para cada experimento, o queanaisignificancia
de testar a hipdtese nula de que a diferenca entre as anueteaslas dos resultados referentes
aos Alg. X e Alg. Y vém de uma mesma distribuicdo com médialiguaero. Para cada
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Tabela 8.1: Comparacéo estatistica em relacdo ao erro da doaahelhor fithess em cada ciclo

de mudanca.
T p | gGES-GES (qGES-CES
10 0,1| 5,02E-01¢) 2,18E-036+)
10 0,2| 3,04E-01¢) 6,40E-01¢)
10 0,3| 6,40E-01¢) 2,31E-04¢+)
10 0,4| 8,36E-01¢) 4,43E-06§é+)
10 0,5| 1,81E-01¢) 1,60E-02¢-)
10 c¢ | 6,89E-01¢) 1,64E-04¢—-)
50 0,1 1,97E-01¢) 2,74E-02¢-)
50 0,2| 6,59E-02¢) 9,04E-01¢)
50 0,3|1,44E-026+) 1,28E-03§+)
50 0,4| 9,59E-02¢) 7,83E-01¢)
50 0,5|2,48E-026+) 2,36E-02¢+)
50 c |9,02E-03¢+) 3,04E-01¢)
300 0,1 8,31E-07 §+) 2,19E-02 §+)
300 0,2 1,05E-036+) 7,98E-01 ¢)
300 0,3]| 2,24E-026+) 9,88E-01¢)
300 0,4| 2,36E-026+) 3,27E-01¢)
300 0,5/ 6,12E-01¢) 1,38E-01¢)
300 c | 8,36E-01¢) 5,78E-02¢)

experimento, o resultado em relacdo a comparacao Alg. XM\égmostrado, entre parénteses,
como “=" quando os valores das medianas dos Alg. X e Alg. Y sdo ig@auando os valores da
mediana sédo diferentes, map-@walor € maior do que 0,05, ou seja, o teste indica que a lEpo6te
de que a mediana da diferenca entre os resultados é igua ad®pode ser rejeitada ao nivel
de 5%, o resultado é mostrado como, respectivamentégtiando a mediana do Alg. X é
menor que a mediana do Alg. Y e-" quando a mediana do Alg. X & maior do que a mediana
do Alg. Y. Caso contrario, quando o resultado é estatis@raesignificativo, o resultado é
mostrado comaos+” ou “s—" quando a mediana do Alg. X é, respectivamente, menor ourmaio

do que a mediana do Alg. Y.

8.5.0.2 Andlise dos Resultados

Pode ser observado na Figura 8.4 que para os trés algoritorosjutacdes Gaussiana, de
Cauchy, eg-Gaussianas), o parametro da forca mutacédo aumenta quantaiente muda e de-
pois converge para valores pequenos até a proxima mudangad@®a mudanca € mais severa
(parap = 0,2), o valor maximo atingido pela norma do parametro for¢ca déag@o € maior.
Quando os parametros de forca de mutacdo aumentam depaisadewdanca no ambiente,
saltos maiores ocorrem com mais frequéncia, o que poderagupl@pulacdo a atingir novos
Otimos mais rapidamente. Entédo, os parametros de menardergiutacao séo selecionados, a
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fim de aumentar a busca na vizinhanca local da melhor solugéb a

Além disso, na ES com mutac¢gesaussiana, o parametj@aumenta depois da mudanca no
ambiente, o que resulta em distribuicbes com caudas maadoiiEntdo, menores valoresgle
sao selecionados, resultando em distribuicbes mais cdagy@atimentando consequentemente
a busca na vizinhanca local da melhor solucéo atual. Podbssvar que, a semelhanca dos
parametros de forca de mutacédo, o valor maximo atingido pelémetrag para o algoritmo
gGES na Figura 8.4 é maior quando a mudanca é mais gravegpafa2). Tais resultados
confirmam a hip6tese de que a auto-adaptacdo nas ESs € atib@d#s porque fornece um
mecanismo intrinseco de adaptacao as alteracdes do peoblem

Vamos agora analisar os resultados dos algoritmos com freg#&gaussianas e de Cauchy.
Pode ser observado na Figura 8.3 que a mutacdo Gaussiasardpreesultados melhores do
que a mutacdo de Cauchy para 10 (mudanca no ambiente rapida) quapdo 0,5. Quando
T =10, os algoritmos ndo tém tempo suficiente para explorarspams depois de uma mu-
danca, e a maioria das mutac¢des vantajosas ocorre devidparnmes saltos no espacgo de busca
(processdaill-climbing). Como a distribuicdo Gaussiana produz mais saltos pegumque
a mutacao de Cauchy, a mutacdo Gaussiana gera um melhorpggdenguando comparado
com a mutagéao Cauchy.

Para valores maiores os algoritmos tém mais tempo para explorar outros picosrapc
consequéncia, saltos maiores podem, eventualmente tpepumeias solucdes candidatas saltem
do pico corrente para um novo e promissor pico. Como a distdo de Cauchy gera mais
saltos grandes do que a distribuicdo Gaussiana, isso poaéipgue a populacdo escape de
Otimos locais mais rapidamente que a mutacdo Gaussianaigalimente nas fases tardias da
evolucdo nas quais os parametros de forca de mutagdo cowawengara valores pequenos.
Pode ser observado na Figura 8.3 que o CES apresenta medeonmeEnho do que o GES para
T > 10, principalmente para= 300.

Na Figura 8.3, pode também ser observado que,par80 et = 300, diferentemente dos
resultados para= 10, o desempenho dos algoritmos sédo melhoresgaadaixa 0< p < 0,4,
e pior parap alto (p > 0,4), ou seja, a curva de desempenho tem a forma de "U'ipar&0
e T = 300. Na Gerador MP empregado aqui, maiores valores idgplicam em uma maior
diferenca média entre a aptiddo da melhor solucéo correpeisida mudanca e a altura dos
picos mais altos e, como conseqiiéncia, um maior volume d@orelg espaco de busca com
aptiddo maior do que a aptidao da melhor solucao atual. Asspnobabilidade de saltar do
pico corrente para um pico promissor aumenta godevido as mudancas maiores na altura
dos picos. Isso explica a diminuig&o do erro de fithess na f@#0< p < 0,4 parat =50 e
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T = 300, quando os algoritmos tém mais tempo para explorar megé&es do espacgo de busca
através de saltos maiores (pode-se observar que os resuffacht = 300 sdo melhores que
os resultados para= 50). No entanto, maiores valores plémplicam também em mudancas
maiores nas posicoes do centros dos picos, e, consequaetéemeais tempo para chegar ao
centro do pico corrente. Isso explica a forma da curva patd 0, quando os algoritmos néo
tém tempo suficiente para explorar o pico de corrente, e pfaxadep > 0,4, quando as
mudancas nas posi¢cdes dos picos sdo muito grandes.

Nos experimentos com a mutaggdsaussiana, as distribuicbes com caudas mais longas
(isto €, valores mais elevados gesao usadas pelo algoritmo logo apds as mudancas no ambi-
ente e distribuicbes compactas sdo usadas nos estagiosrdais apos as mudancas. Pode-se
observar que o valor médio dana Figura 8.4 atinge valores proximos ou superiores a 250 (di
tribuicdo de Cauchy) e diminui para valores menores quedls@ripuicdo Gaussiana) apos as
mudancas no ambiente. Desta forma, passos maiores ocasremmais freqiéncia nas gera-
cOes logo apos as mudancgas, o que ajuda a populacéo a fugimdoacal ou convergir mais
rapidamente para o novo 6timo. Nas geracdes mais tardiakéstabuicbes com valores bai-
xosdeq melhoram a busca local, o que ajuda o algoritmo a alcancaeti®nes 6timos locais.

No algoritmo proposto (QGES), valores mais altos do pan@ngetdo empregados em algumas
ocasifes de forma a permitir saltos mais longos entre ashancas de dois picos.

A ES com mutacdg-Gaussiana mutacdo apresenta um desempenho melhor car simil
algoritmo GES quando a mutacéo Gaussiana é melhor do quexgaoute Cauchy, e melhor ou
semelhante ao algoritmo CES quando a mutacao de Cauchy érrdelique a mutacao Gaus-
siana. Este comportamento é alcancado pelo auto-adaptagi@rametra da distribuicdo de
mutacaag-Gaussianas, sendo extremamente interessante em DOPs.
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Figura 8.3: Mediana do erro da média do melhor fithess em daltade mudanca para dife-
rentes valores dp (GES: tridngulo; CES: "+"; qGES: quadrado).
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Figura 8.4: Média da norma Euclidiana do vetor de parameledsrca de mutacéo e do para-
metro de distribuicdq do melhor individuo nos ultimos 10 ciclos de mudanca do expesTto

comt=300ep=0,10up =0,2 (GES: linha sélida azul; CES: linha tracejada verde; qGES:
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9 Gerador de Problemas Dinamicos
Continuos Atraves de Rotacao

Geradores de problemas dinamicos permitem testar e congii@@ntes AEs em ambien-
tes em que as propriedades, como severidade das mudardss, g&r diretamente controladas.
Desta forma, geradores de problemas dinamicos tém sidoveadaais usados. Para criar pro-
blemas dinamicos binéarios, o Gerador de DOPs XOR, aprefentaSecao 3.3, € com certeza
0 mais utilizado. A razado disso é que o Gerador XOR permitg @0OPs a partir de qualquer
problema de otimizacao binario estacionario, o que faz coenay AEs investigados possam
ser testados em problemas dindmicos com as mesmas praasga@sentes no problema es-
tacionario. Em [83], Tinds e Yang apresentam dois geradueies problemas continuos que
possuem esta mesma caracteristica. Um destes geradongsa@ragentado. Mas antes, uma
analise dos DOPs produzidos pelo Gerador XOR ¢é apresentada.

9.1 Analise do Gerador de DOPs Binarios XOR

A principal caracteristica do Gerador de DOPs XOR, apresema Sec¢éo 3.3, é que cada
individuox da populag&o corrente € movido para uma nova posi¢cao antey dealiado no
ciclo de mudance (ver Eq. 3.3). A nova posicao é calculada de acordo com a:regra

z(e) =x@&m(e) (9.1)

na quald é o operador XOR en(e) € a mascara binaria para o ciclo de mudagga qual é
incrementada de acordo com a Eq. 3.4. Se o ve®[0, 1)' ¢ normalizado comg" € [-1,1],
a transformacao representada pela Eg. 9.1 pode ser esenita ¢

Z"(e) = A(e)x", (9.2)
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sendaz"(e) € [—1,1]' o vetor normalizado de(e) < [0,1]', e a transformagcao linear(e) dada

por: ) )
As(e) 0 0
0o A ... 0
Ale) = 2 , 9.3)
0 0 - Ale) |
na qual:
1 sem(e)=0
i(e) = 9.4
Al { -1 semi(e)=1 O
parai =1,...,l, sendan(e) oi-ésimo elemento do veton(e).

Pode ser observado que a mafkik) é ortogonal, i.e. A(e)TA(e) = A(eA(e)" =1, sendo
queA(e)T denota a transposta dge) e | a matriz identidade. A transformac&o gerada pela
matriz ortogonal (e) equivale a uma rotagéo do vetor (individuo) no espaco.

Desta forma, podemos observar as seguintes propriedadasrador XOR analisando-se
as Eqgs. 9.1 and 9.2:

e Osindividuos da populagéo sao rotacionados de modo g@simo gene de cada indivi-
duo seja alterado quandg(e) = 1. A rotacdo é equivalente a mudar a dire¢do-é@simo
eixo do espaco de fitness;

e As magnitudes dos vetores (individuos) sdo preservadasasgpaudancas;

e As distancias entres os individuos da populacdo corremtegmecem inalteradas apés a
mudanca (transformacao) imposta pela Eq. 9.1, presenasgim as propriedades da
populacdo antes da mudanca;

e As propriedades da superficie de fithess ndo sao alteradasapudanca ambiental.

Baseado nesta interpretacdo geomeétrica, fica facil delsenwon gerador para problemas
dindmicos continuos baseados nas propriedades do Ger@dr X

9.2 Um Gerador de DOPs Continuos com Controle de Rota-
cao dos Individuos

Dado um problema estacionério continuo com funcéo de fithegse com cada elemento
do vetorx sendax; € {X™" X" parai = 1,...,1, a nova fung&o de fitnedgx, e) do ambiente



9.2 Um Gerador de DOPs Continuos com Controle de Rotacaondipgidluos 72

que € alterado a cadayeracdes é dada por:

f(x,e) = f(z(e)), (9.5)
na qual o vetor(e) é obtido aplicando a operagéo contraria & normalizagéotdo: ve

Z"(e) = A(e)x", (9.6)

sendox" € [—1,1]' dado pela normalizag&o do vetoe z"(e) € [—1,1]'. Pode-se observar que
diferentes matrize8 (e) podem ser utilizadas na Eq. 9.6. De modo a manter a propeattad
invaridncia das distancias entre os individuos apés a ngaddmespaco, a matrg(e) deve ser
ortogonal. Assim, uma escolha natural € uma matriz de rote@@posta por multiplas matrizes
simples de rotac&o. E importante observar que a idéia déligamumatrizes de rotacéo para
gerar problemas dinamicos néo € nova [84].

Uma rotagéo simples definida pela matig € obtida pela rotacéo da projecéoxdeo
planoi — j por um anguld® a partir doi-€simo eixo para g-ésimo eixo. Depois da rotacao,
os elementos do vetarpermanecem fixos, com excecao d@simo ej-ésimo elementos. A
matrizR;jj € obtida por:

e troque o elementd ) da matriz de identidadepor cosf);
e troque o elementd (j) da matriz de identidadepor -sin@);
e troque o elementoj(i) da matriz de identidadepor sin@).

e troque o elementoj(j) da matriz de identidadepor cos@).

Propde-se em [83] que a matriz de transformaké®) seja dada por (por simplicidades
considerado par):
A(e) — errz(e) Rr3r4(e) e Rr|71r| (6) (97)

sendo o vetor" = [r1 r»...r;] obtido por uma permutagéo aleatéria do vetor=[1 2...1] na
primeira gerac@o de cada ciclo de mudaaec&m outras palavras, a matee) é obtida por
sucessivas rotagdes em planos diferentes.

Definindop = 6/180, send® dado em graus, o paramep@ode ser utilizado para calcul-
car o grau de severidade da mudanca do DOP, similarmentesaacqutece no Gerador XOR.
Sep = 0,0, o problema permanece estacionario, enquanto que a nagisig maximas para
p=10.
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9.3 Teste do Gerador de DOPs Continuos Através de Rota-
cao dos Individuos

De modo a testar o gerador proposto, este foi utilizado efmp@ criar DOPs a partir das
seguintes func¢des de fitness estacionarias:

f(x)= T h(x)’ (9.8)
sendo qué(x) é dado pela fungéo esfera:
|
h(x) =¥ (x —c)? 9.9)

ou pela funcéo de Griewank generalizada:

I I .
h(x) =1+ %oo. (% — )2 — _ucos(%) (9.10)

nas quais € uma costante inteira. Na funcdo multimodal dada pela B, @ namero de
Otimos locais aumenta exponencialmente com a dimenséootitepra. Para esta funcdo, os
parametro$ = 30 ec = 300 foram utilizados. Ja para a funcao esfera, foram utitigh= 30

e c = 30. Os resultados que aparecem em [83] para o0 gerador de OBPSUDS atraves de
rotacdo dos individuos séo aqui apresentados e discutidos.

Afiguras 9.1 e 9.2 mostram os resuldados obtidos por tréstigs para DOPs produzidos
pelo gerador para dois diferentes valorestd&0 (ambiente mudando rapidamente) e 1000
(ambiente mudando lentamente). Também variou-se a saderiths mudancas através de trés
valores dep produzindo: mudancas suavgs=£ 0,1), mudancas com variacdo méd@a=
0,5), e mudancas severgs £ 1,0). Cada algoritmo foi executado 30 vezes para cada uma
das combinacdes dee p. Os algoritmos utilizados sdo o GA Geracional Pad@taridard
Generational GA SGA), o GA com Imigrantes AleatérioR&ndom Immigrants GARIGA)

e 0 GA com Hipermutacadypermutation GA HGA), sendo estes dois ultimos algoritmos
projetados especialmente para ambientes dinamicos (¢gapo$%el). Os parametros utilizados
para cada algoritmo podem ser vistos em [83].

A partir dos resultados obtidos, pode-se observar que osegimédios de fitness geral-
mente diminuem quando o valor ge&& aumentado e quando o valordé reduzido, como era
de se esperar. Este resultado é mais claro nos experimemtoa funcdo esfera, por esta pos-
suir apenas um 6timo no espaco de fitness. Observa-se tamigemnR]GA alcanca melhores
resultados quando as mudancas séo sevprasl(0). Este resultado concorda com aqueles
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Figura 9.1: Fitness médio (sobre 30 execuc¢Bes) do melharidhed da populacdo no DOP
criado a partir da fungéo esfera (SGA: linha sdlida; RIGAh# tracejada; HGA: linha ponti-

lhada).

apresentados em [39] para outros DOPs. Tal resultado pod&@eado pelo fato de o RIGA
preparar a populacao para mudancas catastroficas atravésnd@encao do nivel de diversi-
dade através da insercédo de imigrantes aleatdrios. Obsemyae os melhores resultados sao
alcancados para valores maiorestdg que um maior tempo entre as mudancas permite que
o0 algoritmo tenha mais tempo para explorar as boas solugéesdas por alguns imigrantes.
Contudo, o desempenho do RIGA é pior quando as mudancas/gdojieque menos solucdes
sao geradas na vizinhanca da atual melhor solucdo nest&ralgoAinda, observa-se que o
HGA é melhor que o SGA em varios problemas, o que atesta oibendé aumentar a taxa
de mutacdo apdés a mudanca no problema. Entretanto, parangasdsuavesp(= 0,1), esta
estratégia leva a populacao a afastar-se da melhor soltig@alavido a alta taxa de mutacéo,

0 que resulta em um pior desempenho para o HGA.
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Figura 9.2: Fitness médio (sobre 30 execuc¢des) do melharidwd da populagcdo no DOP
criado a partir da funcéo de Griewank generalizada (SGAalsolida; RIGA: linha tracejada;

HGA: linha pontilhada).

9.4 Comentarios Finais

No gerador aqui apresentado, semelhantemente ao que ocogerador XOR, os indi-
viduos séo avaliados em posicfes diferentes daquelas gparomo espaco de busca. Esta
estratégia possibilita tornar dindmico diferentes pnalale estacionarios continuos, o que per-
mite explorar diferentes caracteristicas presentes raidgmas. No gerador apresentado, o
parametrg é utilizado para o controle da severidade da mudanca, ao gasso parametro

controla a velocidade em que ocorrem as mudancas.
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10 Analise por Sistemas Dinamicos

A modelagem de GAs como sistemas dinamicos, desenvolvideigalmente por Vose
[14] e cujo modelo é conhecido conmaodelo exatpé uma técnica bastante interessante por
permitir uma completa descricdo da dinamica populacion&A [31]. Em [85], Tinds e Yang
propuseram o uso do modelo exato para estudar o GA em anddinéamicos criados pelo
Gerador de Problemas Binérios Dinamicos XOR (Secao 3.3teRormente, esta analise foi
estendida para problemas dindmicos criados pelo métoaoitdesm [60] e para o problema
da mochila 0-1 dinamico em [86], e para DOPs criados a patsimhulacdo de um problema
simples de navegacao em robotica em [87].

O modelo exato do GA, desenvolvido para problemas estatisn& apresentada na proé-
xima secdo. Na Sec¢ao 10.2, define-se formalmente DOPs e<ldsgroblemas dindmicos
tendo como base o modelo exato do GA. Na sequéncia, doisd@88Ps séo analisados a
luz desta técnica: DOPs produzidos pelo gerador XOR na SH@30[86]; e DOPs em um
problema simples de navegacéo envolvendo robés moveisgaa $6.4 [87].

10.1 Modelo Exato do GA

Em [14], Vose propde o modelo exato do GA simples no qual égteiano € descrito e
analisado como um sistema dinamico discreto. No GA simplesdificacdo binaria € utili-
zada, sendo que cada individuo da populagéo representeolugécx € {0,1}' do problema.

No modelo exato, todas as possiveis solu¢des candidatashilema de otimizacao sao repre-
sentadas em um espaco discreto com?2' dimensdes. Assim, a populacdo atual do GA pode
ser descrita como um vetordimensional no qual cada elemento define a proporcao de cada
possivel solugdo na populacéo, ou spja; v/N, sendo que &-ésimo elemento de indica o
namero de copias daésima possivel solugdo candidata na populagdo com tanNanBomo

a soma dos elementos pge& igual a 1, o vetor de populacéo pode ser descrito como mesebro
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um simplexA\, i.e.,
n-1
A:{peR”WkZqumk:QL“wn—leEykzlk (10.1)
k=

sendopk 0 k-ésimo elemento do vetor de populagidNo simplex/\, os vértices representam
populacdes com copias de uma Unica solugdo. No modelo exatmlucdo da populacdo de
solucdes ao longo da execucéo do GA é descrita como umatiajed simplex\, sendo que
os vetores de populacdo sédo usados para descrever a diéide probabilidades dos indivi-
duos no espaco de busca. Assim, o operador geradipnAl — A é definido porG(p) = p/,
sendop’ a distribuicdo de probabilidades amostrada para gerar @qugm posterior g, i.e.,
G(p) € a proxima populacdo esperada [14]. O vejgp) descreve a média sobre todas as
possiveis populacfes da proxima geracao com varianciesaoiwente proporcional ao tamanho
da populacad, sendo que no limit®&l — c, conhecido como caso de populagéo infinita (mo-
delo exato), a variancia se aproxima de zero e, como conseiqué trajetéria da populacao
no simplex\ pode ser deterministicamente descrita. Assim, podemasmefA da sequinte
forma:

Definicdo 1 (GA) O GA é um sistema dindmico discreto definido pela aplicac@dessiva da
regra:

sendog(.,t) : A — A\ o operador geracional (mapa) na geracae-tl, e p(t) a populacéo
esperada em t.

Para o caso estacionarigy.,t) = G(.) para toda > 1, fazendo com que a trajetoria da
populacéo seja dada pof0), G(p(0)), G?(p(0)), .... Assim, para o caso de populag&o infinita:

p(t) = G'(p(0)). (10.3)

Para o GA simples com mutacao e selecdo proporcional, otopgeracional é computado
por:
G="Uo¥, (10.4)

sendo o operador de selecéo proporcional igual a:

Fp

= 10.5

F(p)

na qualf é o vetor com o fitness de cada solug@pertencente ao espagpeF = diag(f) € uma
matriz diagonal gerada a partir 6leO vetor de fitnes$ fornece informacéo sobre a estrutura
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do espaco de busca. J& o operador de mutacado é dado por:
U(p) =Up, (10.6)

senddJ a matriz de mutacéo. Nesta matriz, cada eleméptmdica a probabilidade de gerar o
i-ésimo elemento dg (i-ésima solu¢éo candidata possivel) a partij-gsimo elemento deste
mesmo espaco. Através das equacdes 10.4-10.6, é possin@leeso operador geracional
como:

G(p) = UfTLpp (10.7)

A andlise da Eq. 10.7 pode fornecer informacdes importgaesentendermos o compor-
tamento do GA simples. Os pontos fixos gei.e., pontos onde;(y) =y, sdo dados pelos
autovetores d&JF. Para cada autovetgr um autovaloff'y, correspondente ao fithess médio
dey, pode ser computado. Corld= tem somente valores positivos, existe um Unico autovetor
dentro de/\, associado ao autovalor com o maior valor absoluto [31]. €consequéncia,
todas as trajetérias efmconvergem para este ponto fixo, i.e., 0 sistema dindmicaétessa-
mente estavel [88, 14]. Os autovetores restantes ndo sawgmente pontos fixos, ja que, por
exemplo, podem estar localizados fora do simplex. Contaelés, representam um papel im-
portante para 0 processo evolutivo ja que podem mudar &dtnajela populacdo no simplex ao
criar estados metaestaveis, podendo até aprisionar gdesléinitas por varias geracdes [89].

Uma analise semelhante pode ser feita quando o crossové@opaddicionado ao operador
geracional. Entretanto, neste caso, 0s estados metdsglévem ser obtidos através de um
processo mais complicado que envolve a linearizacdo das;égs [14]. Por simplicidade,
iremos nos ater aqui ao caso do GA simples com mutacao e gglegdorcional, i.e., sem
Crossover.

10.2 DOPs sob o Ponto de Vista do Modelo Exato

A seguir, mudancas e problemas de otimizacao dinamica $iéddes [86] no contexto do
modelo exato do GA.

Definicdo 2 (Mudanca em um GA) Considere um GA (Def. 1) no qual o operador geracio-
nal G(.,t) nageragéot é hiperbdlico paratodotl e possui p pontos fixos (estados metaesta-
veis), i.e.yi(t) = G(yi(t),t) parai=1,...,n¢, sendoy;(t) o i-ésimo ponto fixo (estado metaes-
tavel) deg(.,t). Uma mudanca em um GA ocorre na geragdo t quando # G(yi(t —1),t)
para pelo menos ung(t) parai=1,...,n¢, i.e., pelo menos um ponto fixo d¥.,t) n&do é
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preservado.

Pode-se observar que nem todas as modificagdes no operaaciogel G (Eq. 10.7 para
0 GA simples sem crossover) podem ser definidas como muddecasordo com a Def. 2.
Outra importante observacgéo € que nem toda mudanca cawssagamente uma alteracdo na
trajetdria das populagdes. Observa-se que, aqui, coasidsrque mudancas somente ocorrem
entre duas aplicagcbes consecutivas do operador geradivgsth forma, DOPS, no contexto de
GAs, pode ser definido de acordo com o enfoque por sistemasatios.

Definicdo 3 (Problema de Otimizacdo Dinamica - DOP)Um Problema de Otimizacéo Di-
namica no contexto de GAs (Def. 1) € um problema de otimizagde pelo menos uma mu-
danca (Def. 2) ocorre durante o processo evolutivo.

J& que o operador geracional € modificado apés uma mudangal@.B ndo € mais véalida
para toda geracdoem um DOP. Antes de apresentarmos a nova equacao para acirdoni
GA em um DOP, vamos definir ciclo de mudanca.

Definicdo 4 (Ciclo de mudanca)Ciclo de mudanca é uma série de aplicacbes de um mesmo
operador geracional entre duas mudangas consecutivas.

A duracaode de um ciclo de mudancasé o numero de geragfes consecutivas deste ciclo.
Se o ciclo de mudanca&scomeca na geracdpentao

Gl =GLt+1) =G t4+2)=...= G(,t+de—1), (10.8)

sendode > 0. Em abuso de notacéo, definimos aggia,e) como o operador geracional no
ciclo de mudancas. Desta forma, para o caso de populacao infinita, a populag@enmacad
€ agora dada por:

p(t) = GE 2N (. g)o g1 e—1)... G%(.,2) 0 GU(p(0), 1), (10.9)

sendce > 0. Nota-se que o DOP pode ser visto como uma sequéncia desposastacionarios
definidos pelos ciclos de mudanca, nos quais a populacaalin@i-ésimo ciclo de mudanca
€ a populacao final gerada no ciclo de mudaned. O valor minimo del; € uma geracéo,
que é o0 caso em que as mudancgas sdo continuas, ao passo qumo wador ded; é igual ao
indice da geracgédo atual, que € o caso em que o problema ératéziaté a geracao atual) e,
como consequéncia, a Eqg. 10.9 reproduz a Eq. 10.3. No GAasmagui tratado, uma mudanca
altera pelo menos um dos termos do operador geracionaldtefsela Eq. 10.4. Geralmente,



10.2 DOPs sob o Ponto de Vista do Modelo Exato 80

mudancas na matriz de mutagdosao relacionadas a mudancas no algoritmo, e.g., quando
a taxa de mutacdo é aumentada durante o processo evolutitetdato, algumas mudancas
podem também modificar os operadores de reproducéo, eapdoexistem mudancas nas
restricbes do problema e algumas solu¢des ndo sdo maigigdasniContudo, a comunidade
gue investiga DOPs no contexto de AEs em geral ndo estasatata em problemas deste tipo,
sendo os DOPs que interessam aqueles em que hd mudancanfi@isugeefitness e que séo a
seguir definidos.

Definicdo 5 (DOP com mudangas na superficie de fithes€g)m DOP com mudancgas na su-
perficie de fitness € um DOP (Def. 3) no qual a superficie desftdo problema é alterada por
uma mudancga (Def. 2) pelo menos uma vez durante o processieva.e.,f(e) # f(e— 1),

em pelo menos um ciclo de mudanca &, sendd(e) o vetor de fitness no ciclo de mudanca e.

A Def. 5 é bastante geral, sendo que nem todos os DOPs com gasdaa superficie de
fitness tém atraido a aten¢do da comunidade de AEs. Se a pevéicie de fitness ndo mantém
pelo menos um minimo de similaridade em relacéo a superficiggas, o melhor procedimento
€ reiniciar o processo de busca. Entretanto, se a nova sueeld fithess apos a mudanca pode
ser relacionada com superficies antigas, entdo o conhetradquirido durante o processo de
busca das solucdes antigas pode de alguma forma ser wilieadusca pelas novas solugdes
[34].

Em geral, pesquisadores da area de AE investigam DOPs na fuatado de fithess muda
de acordo com regras especificas, estocasticas ou dettioaisi Por exemplo, no gerador
Moving Peakapresentado na Sec¢éo 3.4, a dindmica da mudancas da sapkrfitness é go-
vernada pela alteracéo periddica de um conjunto de pamdsrsuperficie, como por exemplo
alocalizacao e largura de cada pico. Os parametros quemledisaperficie sdo agregados aqui
em um vetorp(e) chamado de vetor de controle do sistema. No geritibming Peakso vetor
de controle do sistem@(e) é computado em cada ciclo de mudaegatravés de uma regra
especifica, tendo como base seus valores passados Por @xemglorg(e) pode ser obtido
adicionando-se ao vet@e— 1) um vetor de desvios aleatérios gerados a partir de distéloui
Gaussiana. Deste modo, podemos classificar um DOP de aanrda regra que modifica sua
superficie de fitness. Um caso especial de DOPs com mudaaegagperficie de fithess que tem
atraido a atencéo de pesquisadores é o de DOPs com deparaoon Unico ambiente.

Definicdo 6 (DOP com dependéncia de um anico ambientdym DOP com dependéncia de
um Unico ambiente € um DOP com mudancas na superficie desf{idet 5) no qual a super-
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fice de fitness no ciclo e depende apenas da superfice neeeidpi.e.,

f(e) = h(f(e—g),@(e)),

sendo ge N*, e—g > 1, h(.) uma funcgéo real, ep(e) o vetor de controle do sistema. As
mudancas na superficie de fitness sdo governadas pela defufdcregra de mudanca eqfe).

E importante observar que esta definicio é diferente daapedsentada para o tipo de
problemas apresentado em [27], que aqui € chamado de DOPwiedancas regulares. Mu-
dando a func¢éail.,e) na Def. 6, podemos definir outras classes de problemas, ceD@®B's
periodicos.

Definicdo 7 (DOP periodico) Considere DOPs com dependéncia de um unico ambiente (Def.
6) nos quais a superficie de fitness no ciclo e é igual a sugpede fithess no ciclo-eg, i.e.,

f(e) = f(e—9),

sendo g= N* e e— g > 1. Tal DOP é chamado de DOP periddico.

Em DOPs periddicos (Def. 7), as mudancas sdo determirdsipaevisiveis. Como con-
sequéncia, enfoques baseados em memodria de solucdesrastéBecdo 5.2) podem ser em-
pregados com sucesso. Outro caso de DOPs com dependénnididéco ambiente (Def. 6) é
quandog = 1.

Definicdo 8 (DOP com dependéncia do ultimo ambienteConsidere um DOP com mudan-
cas na superficie de fitness (Def. 5) no qual a superficie mesitno ciclo de mudanca e seja
dependente somente da superficie de fithess no cielp ee.,

f(e) = h(f(e—1), a(e)),

sendo e> 1, h(.) uma funcao real, (e) o vetor de controle do sistema. Tal DOP é chamado
DOP com dependéncia do ultimo ambiente (ou DOP de primentara).

Vérios tipos de DOPs com dependéncia do ultimo ambienterpseée definidos, entre eles,
0os DOPs lineares homogéneos.

Definicdo 9 (DOP linear homogéneo)lm DOP linear homogéneo € um DOP com depen-
déncia do ultimo ambiente (Def. 8) no qual a superficie dessmo ciclo de mudanca-€l €



10.3 DOPs Produzidos pelo Gerador XOR 82

modificada de acordo com uma transformacao linear homogéreea

f(e) = Alp(e))f(e—1),

na qualA(.) € R™N,

Se o sistema linear € homogéneo e a mat(ige)) € uma matriz de permutagéo, outro
caso especial de DOP pode ser definido.

Definicdo 10 (DOP com permutacdo)Uum DOP com permutacdo € um DOP linear homogé-
neo (Def. 9) no qual a superficie de fitness no ciclo de mudarca é modificada de acordo
com uma matriz de permutacéo, i.e.,

f(e) = o(q(e))f(e—1),

sendoo(@(e)) uma matriz de permutacdo definida pelo vetor de controle siersia@(.) no
ciclo e. A matriz de permuta¢éo mapeia os elementos do ffgterl) para os elementos dos
vetorf(e).

Em um DOP com permutacédo (Def. 10), os valores de fithess s8empados no espaco de
busca, i.e., 0 vetor de fitness é apenas reordenado.

10.3 DOPs Produzidos pelo Gerador XOR

Em [85], os autores apresentam um estudo sobre DOPs criadwésado gerador de pro-
blemas binarios dindmicos XOR [13], que permite tornar micé qualquer problema estacio-
nario de otimizacao binaria e foi apresentado aqui na Se@a&8te gerador tem sido bastante
utilizado para comparar o desempenho de diferentes AEs eRsPDd& modo que a descricao
das propriedades dos ambientes produzidos pelo geradoréX@Rfundamental importancia
para entendermos os resultados obtidos pelos algoritmos.

Como apresentado na analise feita na Se¢éo 9.1, nos anshieatos pelo gerador XOR,
cada individuo da populacéo atual € movido para uma novegmdb espaco de fitness antes de
ser avaliado. Assim, ao invés de avaliarmos o individuo r®c¢aox, seu fitness € avaliado na
posicadaxd m(e). Pode-se constatar [85] que o gerador XOR produz um tip@eg@OP com
permutacao (Def. 10), no qual as permutacdes no espaco essfsdo regidas pela seguinte
regra:

f(e) = o, gf(e—1), (10.10)
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sendoo; ) a matriz de permutacao no ciadpo qual mapeia o elemento na posi¢aio vetor
f(e— 1) para o elemento na posicé® r (e) do vetorf(e). O vetori € {0,1}! indica a posicéo
do elemento no vetor de fitness. Ja o vet@ < {0,1}' controla a permutagio dos elementos
do vetor de fitness (veja Eq. 3.4), i.e(g) € o vetor de controle do sistemg@(€)) na Def. 10.
Matrizes de permutacam ) tém as seguintes propriedades:

) Oy S@0 matrizes simétricas;

i) Oy(i)Or(j) = Or(iyer(j) »

iii) oy (g comutam e s&o iguas a respectiva inversa.

Como consequéncia,ieésimo autovetoyj(e) deU (e)F (e) no ciclo de mudancge, o qual
define um estado metaestavel, pode ser obtido pela perroudacé&spectivo autovetor para
0 ambiente no ciclo de mudanea- 1. Além disso, os autovalores die)F(e) para dois
ambientes definidos nos cicles- 1 ee séo iguais, 0 que implica que o fithess médio no estado
mestaestavel permanece inalterado apos as mudancas fenpaob

Ainda, verifica-se que o sistema dinamico do GA com mutacaeg&o proporcional em
um DOP com permutacéo (Def. 10) governado pela Eq. 10.100 caaueles produzidos pelo
gerador XOR, € similar ao sistema dindmico do mesmo GA em ubieste estacionario no
qual a populacao é alterada de acordo com as mesmas magripesnautacdo usadas no DOP
com permutacdo em cadageracdes, sendly a duracdo do cicle no DOP com permutacao
[85]. Como consequéncia, o gerador XOR pode ser simplificadanvés de computarmos o
fithess de cada individuo da populacdo em cada nova paosi€dne. em cada geracao, cada
individuo da populacéo inicial de cada ciclo de mudaagkeve ser movido para a posicéo
X=X®rg, i.€., apopulacdo é movida apenas uma vez e o fithess coatsmuiavaliado em(x),
como no problema estacionario, o que reduz significativéereeoomplexidade computacional.

Além desta analise, a dinamica do GA no DOP pode ser melhenéida quando analisa-
mos o comportamento do vetor de populacdo, especialmentelagdo aos estados metaesta-
veis do sistema dinamico do GA. Apresentamos aqui simutagée a evolucao da populagéao
um DOP criado pelo gerador XOR a partir de um problema estadmcom dois 6timos defi-
nido por:

l seu(x) =1
f(x) = (10.11)
(—1)—u(x), caso contrarip
sendou(x) a fungdo unitéria do vetor binario de tamanhd, a qual computa o nimero de
valores iguais a 1 no vetor. Nas simulacdes apresentadasaseres de (det = 10 atét = 70)
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e sete valores de (dep = 0,125 atép = 0,875) sdo considerados. Assim, 49 simulacdes do
sistema dinamico do GA foram geradas, uma para cada pae geconsiderando-se 30 ciclos
de mudanca.

0 50 100 150 200 250 300 350 400
geragao
(b)
disténcia T T T
1.2+
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08 :

06 |

0.4r

0 50 100 150 200 250 300 350 400
geracao

Figura 10.1: Trajetoria da populacdo durante 6 ciclos deangat para = 70 erho = 0,875
no DOP criado pelo gerador XOR: (a) fithess médio da popujdbdidistancia para os atuais
estados metaestaveis principal (linha sélida) e secum@ériha pontilhada).

A Figura 10.1 mostra a simulacdo cgn= 0,875 et = 70, na qual o fithess médio da
populacado durante a evolucéo e a distancia Euclidiana emtneetor de populacéo na geracéo
corrente e os dois autovetores associados com 0s maiomslaues sdo apresentadas. O
primeiro autovetor é relacionado com o principal estadotaessavel corrente (neste estado,
o numero de individuos da populacdo no 6timo global € maiera@uimero de individuos
em qualquer outra posi¢cao), enquanto que o segundo aut@/estacionado com o estado
metaestavel com o segundo maior autovalor (no qual o nuneemodividuos no 6timo local
€ maior que o numero de individuos em qualquer outra posigdojle-se observar que, em
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alguns ciclos de mudanca, a populacdo sai da vizinhancagimde estado mestaestavel e,
depois de algumas geracdes, alcanca a vizinhanca do estgalestavel principal.

A Figura 10.2 apresenta os resultados de todas as simula&gestir desta figura, algu-
mas observacfes podem ser feitas. Quandgoroximo de 70 geracdes, i.e., em ambientes
gue mudam lentamente, a populacdo sempre alcanca o esttalestaeel principal depois de
mudancas com baixa severidagg (Quandar é grande, existe tempo suficiente para que a po-
pulacdo va da vizinhanca do estado mestaestavel principglual a maioria da populagéo esta
no étimo global) no ciclo de mudanea- 1 para a vizinhancga do principal estado metaestavel
principal no cicloe. Como consequéncia, o fitness no final de cada ciclo de mudamgaor
quandoar é grande @ é pequeno. No gerador XOR, o parameiroontrola a porcentagem de
bits mudados do templatee_1 para o templatene. Assim, a distancia Hamming entnes_1
eme éh(me,me_1) = |p x ||, @ maiores valores deimplicam maiores distancias Hamming
entre os 6timos em dois ciclos de mudancas consecutivodtaiedo em trajetorias mais longas
do vetor de populacdo no simplex e, consequentemente, engi®tpara alcancar a vizinhanca
do estado metaestavel principal.

Contudo, pode-se observar que valores maiores de seveddatdudanca na superficie de
fitness (valores maiores @@ ndo implicam necessariamente em desempenho pior do GA em
um DOP com valores médios e pequenostdébserva-se que nestes casos, as simulacdes
comp = 0,375 apresentam desempenho pior que para valores maiopeskte comporta-
mento pode ser encontrado em experimentos com o gerador X@Rdpgerentes algoritmos
(como exemplo, veja [90]). O desempenho do GA é relacionado ttajetorias da popula-
¢cdo no simplex, e estas trajetdrias sdo relacionadas conoodefitness e os operadores de
transformacéo e selecdo do GA. Em ambientes que mudam cogidade média ou rapida,
geralmente, quando a populacéo alcanca a vizinhancga dipesttaestavel principal no ciclo
de mudanc&— 2, a populacao depois da mudanca esta mais perto do seguado sgtaes-
tavel principal no ciclo de mudanca seguinte quapdogrande. Neste caso, a populacao nao
tem tempo suficiente para estar mais perto da vizinhancawpastado metaestavel principal
no cicloe— 1 que da vizinhanga do antigo estado metaestavel princpahtudo, quando o
problema muda novamente, a populacéo estd mais perto daatizgia do estado mestaestavel
principal no ciclo de mudangaparap perto de 1. A distancia Hamming média do template
entre dois ciclos de mudanca, a qual é dadaﬁptmre, Me_2) = 2| (p — p?), explica o comporta-
mento do GA neste caso. Pode ser observado que o fithess neéalimgnte alterna entre dois
valores diferentes para valores maioregpde para valores pequenos e médiosd€ode-se
observar que os valores de distancia na Figura 10.2 sdoeagiarap proximos de um que
parap préximo de zero, ja que em parte dos ciclos de mudanca, agm@mpermanece na
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fitness
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Figura 10.2: Fitness normalizado (a) e distancia para desteetaestavel principal (b) no DOP
criado pelo Gerador XOR para diferentes valoreg @gp. Os valores sao relativos a média
(sobre 30 ciclos de mudanca) obtidos pelo vetor de populsg@eracao antes da mudanca.

vizinhanca do segundo estado metaestavel principal pacaesaalores de.

Duas observagfes podem ser feitas a partir da analise pF&uaeiro, um grau maior de
modificacdo da superficipl ndo implica necesariamente em um pior desempenho do G&. Est
resultado pode ser observado em diversos experimentos garador XOR. O desempenho
do GA é relacionado com trajetérias da populacdo no simpleye torna mais complexa a
andlise do desempenho do algoritmo.

Segundo, as métricas utilizadas para comparar os algagmdOPs podem néo ser ade-
guadas em alguns problemas. Por exemplo, no problemaigsgstaqui, um algoritmo que
mantém a populacdo perto do segundo mestaestavel pripeigalhalores grandes de severi-
dade das mudancas em ambientes que mudam rapidamente patlevedor de fithness médio
maior que em um algoritmo que permite a populacdo escapatimo @cal, mas ndo tem
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tempo suficiente para alcancar a vizinhancga do estado rtétabgrincipal.

10.4 DOPs em um Problema Simples Envolvendo Robos Mo-
veis

Um possivel questionamento acerca do gerador XOR é soblacdwoedos ambientes ge-
rados com DOPs reais. Para isso, deve-se questionar se Bai®Ppodem ser do tipo DOP
com permutacdo, como definido anteriormente. Em [87], oqerd@or sistema dinadmicos &
utilizado para investigar o comportamento populacionalmeGA aplicado em um DOP real:
o controle de um robd mével simples em um ambiente dindmicesadlha de uma aplicacéo
simples envolvendo robds moveis € justificada pela necaside uma descricdo completa da
dindmica populacional do GA. Salienta-se que este é umlirai@orico, sendo que, ao invés
de executarmos o0 GA, este € simulado através de seu modé&bo ke permite estudarmos o
comportamento dindmico da populacdo do GA, ajudando nésardd desempenho obtido na
pratica.

10.4.1 Robbd Mobvel Simulado

Aqui, um robé mével com um unico sensor frontal € simulado emambiente com 4
paredes. Considera-se que o robd possa ocupar 9 posic@esgdos) deste ambiente. O
sensor frontal produz um sinal iguall & 1 caso o robd esteja de frente para uma parede, e
| = 0 caso contrario. O objetivo € encontrar através do GA umddaiontrole que permita
o robd navegar pelo ambiente sem que se choque com as patedated periodo de 10
iteracdes. O robd € controlado por uma maquina de estado fmitbmato) com bits que
determinam o que o rob6 deve fazer para cada possivel condézéstado interno e entrada
proveniente do sensor. Dois modelos sdo aqui estudadosgmrh= 4 bits e outro cont = 8
bits.

No primeiro modelo, o rob6 pode executar apenas duas acégsir €m frente (0), ou
seja mover-se para proxima posicao localizada em sua fremtgirar no sentido horario (1),
ou seja, mudar a direcdo sem que a posi¢ao seja alterad& ddsst além do sinal do sensor
(1), o robd possui um bit de estad®)(ou memdria interna, que indica se o Gltimo movimento
foi uma rotacdo $= 0) ou ndo §= 1). Portanto, o autbmato tem 4 bits que definem a acao
para cada possivel combinacéo de estado/posicéo, ofls§as { 0,0;0,1;1,0;1,1}. Por
exemplo, se o autbmato é dado et [0,0,0,1]", o robd ir4 girar apenas quando ele seguiu em
frente na Ultima iteracdo e encontrou uma parede em frenpesiedo atual. Assim, o espaco
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de busca é composto por apemas 16 possiveis solugBes. Ja no segundo modelo, 4 acbes
sdo permitidas: ficar parado (00), girar no sentido hord19,(girar no sentido anti-horario
(10) e seguir em frente (11). Agora, o autbmato tem 8 bitsjeelvis para cada um das 4
combinacdes de posicao/estado. Portanto, o espaco deéosogosto pon = 256 solucdes
possiveis.

Em ambos os modelos, o fitness € dado pelo nimero de posiqiiesdas pelo robd (ou
seja, o numero de vezes que ele segue em frente mais 1) atétgse ehoque com uma parede
ou, em caso contrario, até um limite de 10 iteragbes. Comdd sempre comeca em uma
mesma posicao e orientacdo (na primeira posicéo e voltadoapdireita), o maximo valor de
fitness que pode ser alcancado € 8, pois ele deve girar (sedagaisicdo) pelo menos 3 vezes.
O objetivo deste estudo € investigar o sistema dinamico dsi@ples (sem crossover) aplicado
para buscar os autdmatos que geram o maior valor de fithesso €stamos interessados em
DOPs, mudancas no problema foram introduzidas atravésmldegiao de 3 tipos de falhas nas
leituras do sensor.

Na primeira falha (falha 1), o sensor do rob6 tem os sina&sdrey, ou seja, independente-
mente de haver um obstaculo a sua frente ou ndo, o sensacdodrsenal igual a 0. Este tipo de
falha pode ocorrer, por entre outros motivos, pelo malifumemento do sensor ou por um rom-
pimento dos cabos que ligam o sensor ao micro-controladporesavel pelo controle do robé.
No segundo tipo de falha (falha 2), o inverso ocorre, ou segensor sempre fornecera sinal
igual a 1, o que pode ocorrer em caso de um curto-circuitoodéroeiro tipo de falha (falha
3), o sinal proveniente do sensor € invertido, ou seja, quaridte um obstaculo em sua frente,
o sinal é igual d = 0, sendo enviado um sinhk= 1 caso contrario. Este tipo de falha pode
ocorrer devido a mal-funcionamento do sensor ou das poetasttiada do micro-controlador.

10.4.2 Andlise do Sistema Dinamico do GA

Para entendermos como as mudangas provocadas pelas figitzais @ comportamento
dindmico do GA, devemos investigar como a superficie desitgealterada na transicdo dos
ciclos de mudanca. No caso da falha 1, o sinal de entrada eewdresl = 0, 0 que resulta
no fato de as combinacdes de estado/posi¢do serem redazid& = { 0,0 ; 0,1 }. Como
consequéncia, as acdes dadas pelo terceiro e quarto ebsndentetox serao respectivamente
iguais as acOes dadas pelo primeiro e segundo element@srdesino vetor. Efeito similar
ocorre no caso da falha 2, na qual o sinal do sensor é sdmpfle Neste casqyl,S) ={ 1,0
; 1,1} e, como consequéncia, as a¢des dadas pelo primeiguad® elementos do vetaré
que serdo respectivamente iguais as acbes dadas peloaercpiarto elementos deste vetor.
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J& no caso da falha 3, na qual o sinal de entrada € invertighir&uma permutagao entre 0s
elementos do vetot, sendo que as trocas serao entre o primeiro e terceiro eiesneentre o
segundo e quarto elementos. Assim, podemos escrever carejajacorre a falha no ciclo de
mudangae, supondo que o rob6 ndo apresenta falhas no eiela, o vetorx(e) fica:

x(e) =B(e)x(e—1) (10.12)
na qual, para o modelo 1 (com= 4), B(e) é definido respectivamente para as falhas 1, 2 e 3

Bri(e) = [ :z 22 ] ,Bf2(€) = [ 82 : ] ,Bf3(e) = [ ?22 :)z ] :

sendaD,; uma matriz 2< 2 composta apenas por zerolgp@ima matriz identidade 2 2. Como

como.

consequéncia da Eq. 10.12, o vetor de fitness no ciclo de masafcom falhas), podera ser
calculado através do vetor de fitness no ciclo de mudageds (sem falhas). Para o caso da
falha 1, os valores de fitness para as solugdes do espacoadenassquais as acoes (elementos
do vetorx) sao iguais parda= 0 el = 1 no cicloe— 1, substituirdo no cicle os valores de
fitness para as solu¢des cujas respectivas acdes pabasao iguais (ou seja, que apresentam
a mesma primeira metade do vexyr O mesmo ocorre para a falha 2, mas agora substituindo
as solugdes cujas respectivas agdes pardl sao iguais (ou seja, que apresentam a mesma
segunda metade do vetayr. Finalmente, para a falha 3, havera uma permutacao entle-0s
mentos do vetor de fitness correspondentes as solucdes @seam acdes (elementos do
vetor x) diferentes pard =0 el = 1. Para o restante dos elementos do vetor de fitness (ou
seja, elementos que apresentam a primeira e segunda mdtagietorx iguais), os valores
permaneceram inalterados. Assim:

f(e) =A(e)f(e—1), (10.13)

na qual, para o modelo 1 (com= 4), A(e) é definido respectivamente para as falhas 1, 2 e 3

comao.
(Mg 0, 0, 0, 0 0, 0O 0y | [ Ma 02 Mc 0, 0, 0 0 0 |

Mg O O 0O 0 0 0 O 0O, 0, 0 0 0 Mp 0 M

0O 0 Mg 0O 0 0O 0 O Mg 0 Mc 0 0 0 0 O

02 020 Mg 02 O 0O 02 O 0 0 02 02 O Mp 02 M
Asi(e)= Afo(e) = ,

0 0o 0 02 0 Mg 02 O Ma 0 Mc 02 O 02 02 O

0O 0 0 0 0, Mg 0 O 0 0, 0 0 0 Mp 0 M

0O 0 0 0 0 0O 0 Mg Mg 0 Mc 0 0 0 0 O

0 02 0 02 O 0 02 Me 0 0 02 0 O Mp 02 M
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Estas transformacfes sdo condizentes com o espaco de filnessd para cada uma das

Atz(e) =

sendoM4 =

condi¢des (ver Figura 10.3, na qual o vetorfdé apresentado para o modelo 1). Pode-se
observar que as melhores solugdes para o robd sem falhas sdedes 1x= [0,0,0,1]")

e 3 k=[0,0,1,1]T), ou seja, quando o rob0 ira girar apenas se ele seguiu eta franiltima
iteracdo e encontrou uma parede em frente da posigéo ailuglde 1), ou quando ele encontrou
uma parede em frente da posi¢ao atual independente do seo ¢spvlucdo 3). Em ambos os
casos, o valor de fitness € igual ao valor de fithess maximaé€8yo que a estratégia adotada
pelo robd é navegar em sentido horario nas posices ao ladpadades. As solugcbes que
apresentam melhor fitness na sequéncia (solu¢des 5 e Benfa a estratégia de girar sempre
ap6s um movimento para frente. Desta forma, apresentam nesdiigual a 6, j& que nesta
estratégia o robd gira 5 vezes ao passo que nas estratégiapmpsentam fitness maximo, o
robd gira por 3 vezes. Nota-se, entretanto, que esta egiragresenta fitness maximo quando
0 rob6 esta com as falhas 1 e 2 pelo fato de ndo usar o sensargpe@gar. Assim, pode-se
observar que algumas solucdes (as quais a falha no sensafet@@ estatégia desenvolvida),
apresentam o mesmo fithess apos as falhas 1 ou 2 no rob6, ampassuitras solucdes tém seu
fitness alterado de acordo com o exposto anteriormente.rd@paso da falha 3, observa-se
gue os valores de fithess sdo mantidos, sendo apenas retogel@sacordo com a inversédo do
sinal do sensor (agora, as melhores soluc¢des sao as dedralic?).

De acordo com a Eq. 10.13, pode-se observar que as falhan §gd&s lineares homo-
géneos (Def. 9). Além disso, como a mattizz(e) € uma matriz de permutacgéo, a falha 3
gera um DOP com permutacao (Def. 10), que apresenta castices similares aquelas que
ocorrem em DOPs produzidos pelo gerador de DOPs XOR, o qpernés a questao sobre
DOPs com permutacgéo de fato ocorrerem em problemas do maatdNo entanto, a matriz
de permutacdo neste caso é gerada de forma diferente. Eoaquen nos DOPs produzidos
pelo gerador XOR, os elementos do vet@do reordenados de acordo com a regrd (e)
(Secao 10.3), o que produz uma permutacao uniforme, a falbastona uma permutagéo nao-
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uniforme de acordo com a mati¥;s3(e), sendo alguns dos elementos reordenados, enquanto
outros permanecem fixos. De qualquer forma os valores dedis@ mantidos quando ocorre

a falha 3, sendo apenas reordenados.

Como analisado em [85], em um DOP com permutagéo como o queguncaso do robd
com falha 3, d-ésimo autovetoy;i(e) deU (e)F(e) no ciclo de mudanca (Eq. 10.7), o qual
define um estado metaestavel, pode ser obtido pela perroutagéspectivo autovetor no ciclo
de mudanc&— 1. Assim, qualquer estado metaestavel no ciclo de mudafrodd com falha
3), pode ser obtido através da permutacdo de um estado tagtdem ciclo de mudanga— 1
(robd sem falhas), e vice-versa. Além disso, os autovatteelge)F (e) para os dois ambientes
(rob6 sem falhas e com falha 3) séo iguais, o que implica eoreslguais de fithess médio
nos estados metaestaveis. Ja nos casos das falhas 1 e Afertmagdo linear do vetor de
fithess ocasiona o desaparecimento de alguns valores desfantes presentes. Desta forma,
os estados metaestaveis sao diferentes em cada ciclo dagaudasim como os seus valores
de fitness médio. Estes resultados podem ser observadasmidecfes dos modelos do robd

apresentadas na secédo a seguir.

sem falhas falha 1
10— ‘ ‘ ‘ 10 ‘
2 ?
g ° 25
0 0
0 5 10 15 0 5 10 15
solucao solucao
falha 2 falha 3
10— ‘ ‘ ‘ 10 ‘
2 2
2 5 g 5
0 0
0 5 10 15 0 5 10 15
solucao solucao

Figura 10.3: Espaco de fitness (vetppara o modelo 1 (= 4). As solugdes sédo apresentadas
de acordo com o valor inteiro de
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10.4.3 Simulagoes

Nesta secdo, as trajetorias das populacbes do GA com mutasélecdo proporcional
quando aplicado no sistema descrito nesta secéo sao daaliddas simulacdes aqui apresen-
tadas, ao invés de executarmos 0 GA, o seu sistema dinamionalédo, ou seja, acompanha-se
a evolugao do vetor populacional dado pela Eg. 10.9. Corssgkeque a populagdo inicial é
uniformemente distribuida e que a taxa de mutacédo é iguadla INestas simulacdes, o sis-
tema dindmico correspondente ao GA aplicado para contmi®l sem falhas é simulado
por T = 50 (ou seja, a duracdo do ciclo de mudancas € 50 geracOeserabm um dos trés
tipos de falhas na sequéncia. Estas mudancas sao eqegatealteracdes no espaco (vetor)
de fitness, como considerado na se¢ao anterior. Desejars@s/abcomo os principais estados
metaestaveis da populacdo se comportam quando ocorre agauttaprocesso evolutivo.

Apresentamos aqui apenas os resultados para as simulagdesldlo 2 (= 8). Entretanto,
observa-se comportamento similar nas simulacdes do madgle 4). A Figura 10.4 mostra
simulagdes do sistema dindmico do GA para o modele-28). Nesta figura, o fitness médio da
populacao e a distancia euclidiana entre o vetor de poputegeracéo atual e os autovetores
que apresentam o maior autovalor em um dado momento da s#wusdo apresentadas. O
primeiro autovetor (0 que apresentada maior autovalorgsponde sempre ao principal estado
metaestvel do sistema, ou seja, aquele em que o nimeraddiing da populacdo nos étimos
globais é maior do que o numero de individuos em qualqueo tugiar do espaco. Os outros
autovetores correspondem a outros estados metaestaeeaprpsentam importancia para o
entendimento da dindmica da populacgéo.

As simulacdes apresentadas ajudam a entender o funciotadwe@®A. Note que no pri-
meiro ciclo de mudanca, quando o rob6 ndo apresenta fallvayioda populacao rapidamente
converge para o estado metaestavel principal, sendo gste,aas0, grande parte da populagéo
encontra-se distribuida entre os dois 6timos globais derfinf de fithess e, como consequén-
cia, o fitness médio da populacao é proximo do fithess maximmippeo. Quando ocorre uma
falha, a populacdo encontra-se localizada no principaldesmetaestavel correspondente ao
primeiro ciclo de mudancgas. Esta posicao é diferente dagqueetespondente a do principal
estado metaestavel no segundo ciclo de mudancgas (ou sejajajo robd apresenta falhas),
sendo que o vetor de populacdo deve migrar para esta nogagpobieste caso, dependendo do
tipo de falha, duas situacdes ocorrem. Na primeira sityagé@esmo com a mudanca do princi-
pal estado metaestavel, este ainda é o estado mais pertsigagatual da populagéo (ou seja,
da posicao do antigo estado mestaestavel principal). B@sta, o vetor da populagdo ndo tem
dificuldades em alcancar o novo estado metaestavel prin&ipte é o caso da falha 2, na qual
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0 estados metaestaveis principais antes e depois da falbasteam-se préximos devido ao
fato de uma das solucdes que apresenta fitness maximo arfisdisad@mmbém apresenta fitness
maximo depois da falha. Note que, para a falha 2, o fitnessomapidamente converge para o
valor proximo ao fithess maximo (valor igual a 6).

Repare, entretanto, que isso ndo ocorre para o caso das fathd. Nestes casos, quando
ocorre a falha, existem estados metaestaveis mais proximpssicédo atual do vetor de po-
pulacdo (correspondente a posi¢éo do estado metaestéael palo de mudancas 1, ou seja,
antes da falha) do que o estado metaestavel principal adeaa fNote que, nestes casos, a
populacao primeiro aproxima-se destes estados, ficandempotem sua vizinhanca, antes de
convergir para o estado metaestavel principal. Como coés®ip, nota-se que a populacao
demora mais para convergir para 0 hovo ponto 6timo, fato qde per observado nos graficos
do fitness médio da populacdo. Desta forma, as falhas 1 e€sspam mudancas mais severas
do que a falha 1 para este problema de otimizacdo dinamidao @itor importante, que pode
ser observado em problemas de otimizacdo dinamica, é aadudas ciclos de mudancdg].
Repare que, para as falhas 1 e 3, no caso das ciclos de mudagmgaes (ou seja, nas quais
as mudancas séo mais frequentes, como no caso de falhasiietees que ocorrem com curta
duracao), o desempenho sera mais afetado devido ao quefiitexio no paragrafo anterior.
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Figura 10.4: Média do fitness da populacéo e distancia p@saestados metaestaveis em si-
mulacdes para os trés tipos de falhas. A distancia para bestzmlo metaestavel principal é
apresentada pela linha sélida.
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Diversos estudos tém sido feitos considerando-se AEs enreateb dinamicos. Como
exemplo do crescente interesse por esta area de pesquisasgootar a criacdo de eventos
dedicados a esta tema Esta tese teve como foco principal esta (relativamented acea de
pesquisa dentro da Computacédo Evolutiva. O problema deagflb de AEs em ambientes
dindmicos foi aqui discutido, sendo apresentadas clagsalgdritmos, métricas e técnicas teo-
ricas desenvolvidas especialmente para otimizacao @xelinamica (Parte I). Vale ressaltar
que o numero de AES, e outras meta-heuristicas, desenvsivad Ultimos para tais problemas
€ bastante grande, o que demonstra o potencial da area.dkgui Apresentados com detalhes
trés AEs para ambientes dinamicos desenvolvidos pelo aotdrabalhos em que 0 mesmo é o
primeiro autor (Parte II).

O primeiro algoritmo apresentado foi 0 GAGDM (Capitulo 69, qual a taxa de muta-
cdo € associada individualmente a cada gene. E interessatateque este algoritmo guarda
semelhancas com as Estratégias Evolutivas nas quais cadalgendividuo tem associado
um parametro que controla a forca de mutacéo (quando a nouBadssiana é utilizada, este
parametro equivale ao desvio padrédo da distribuicdo deapiidades Gaussiana associada
ao gene). No entanto, diferentemente destas, no GAGDM as téx mutacao sao ajustadas
considerando-se o historico de mudancas que ocorrem ne&atebiDesta forma, em proble-
mas dindmicos em que alguns genes mudam mais frequentequentaitros, este algoritmo
apresenta um desempenho interessante.

Ja no algoritmo SORIGA (Capitulo 7), uma estratégia de gdsede individuos aleatorios
baseada na interacao entre os individuos da populacdoseataéa. Devido a forma com que
a interacao entre os individuos ocorre, a populacao seaagémiza, sendo que o tamanho da
subpopulacdo de imigrantes e seus descendentes gerakngegeieno quando a diversidade
da populacéo € alta, ao passo que aumenta a probabilidadéplgpsilacdes maiores quando
a diversidade da populacao é baixa. Esta caracteristidaréssante em problemas de otimi-
zacao dinamica de forma a preparar a populacéo para eventudancas, especialmente em
problemas altamente multimodais.

O ultimo algoritmo apresentado nesta tese € o AE com mutg€Eaussiana (Capitulo 8),
no qual, assim como no GAGDM, o operador de mutacdo € modificdte tipo de muta-
cdo gera saltos aleatoérios, nas solugdes, que ocorrem ciribwicdo de probabilidades
Gaussiana. Nesta distribuicdo, um parametjacdntrola de modo suave e continuo a forma

1Como exemplosThe European Workshop on Evolutionary Algorithms in Stetiband Dynamic Environ-
mentgEvoSTOC), parte integrante dos Workshops EvoStar (wwostav.org), efhe Special Session on Evoluti-
onary Computation in Dynamic and Uncertain EnvironmgB€iDUE), evento integrante d&EE Congress on
Evolutionary Computatiorambos ja na décima edicao.
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da distribuicdo, podendo reproduzir distribuicbes condeaumais curtas, como a distribui¢cao
Gaussiana usualmente utilizada em AEs, ou com caudas magiaspcomo a distribuicao de
Cauchy. Na mutacag-Gaussiana, o parametne auto-adaptativo, mudando de acordo com o
processo evolutivo. Em ambientes dindmicos, esta pragueed interessante ja que possibilita
aumentar a probabilidade de saltos maiores nas solu¢éesa@waproblema muda, o que é
atil para fugir de étimos locais ocasionados pela alteragiespaco de busca. Esta mutagéo
é utilizada em problemas de otimizacdo dinamica contireraj interessante em problemas
multimodais e ruidosos.

Também foram apresentadas nesta tese técnicas tedrieas @studo de otimizacao evo-
lutiva dindmica (Parte 1), também desenvolvidas em titadicujo primeiro autor € o autor
desta tese. No Capitulo 9, um gerador de problemas de otidnzatindmica continuos base-
ado em transformacdes lineares da populacéo foi proposte.gérador é baseado no gerador
de problemas binarios dinamicos XOR (Secao 3.3), desddwopara problemas binarios. A
transformacéo aplicada provoca uma rotacéo dos individaip®pulacao, podendo ser contro-
ladas tanto a severidade quanto a frequéncia das mudarstasipg de alteracdo nas solugoes
foi posteriormente empregado no gerador de problemas @toédrcontinuos GDBG (Secao
3.5), utilizado em competi¢cdes entre algoritmos evolidesenvolvidos para problemas de
otimizacao dinamica [25, 26].

Ja no Capitulo 10, apresenta-se a analise de GAs pelo enflogugistemas dinamicos,
desenvolvida para problemas estacionarios por Vose [§tndida para ambientes dinamicos.
Esta andlise foi aplicada para estudar o gerador XOR (Se83ogérando importantes obser-
vacles acerca dos DOPs produzidos. A analise foi tambégadpliem problemas dindmicos
criados pelo método descrito em [60], para o problema da ad@tl dinamico e para DOPs
criados a partir da simulacao de um problema simples de agéegm roboética. Recentemente,
esta analise foi também aplicada em um outro problema feaiseado com a investigacao do
comportamento de ratos em um labirinto em cruz elevado [91].

A técnica descrita no Capitulo 10 permite demonstrar quburardos problemas de otimi-
zacao dinamica reais analisados é do mesmo tipo daquebstoggrelo gerador XOR, apesar
de alguns deles serem também provocados por permutacssidedes do espaco, que ocor-
rem, entretanto, de modo n&o-uniforme, diferentementaalag causadas pelo gerador. Desta
forma, esta analise leva a conclusao de que um novo geragooldlemas binarios, que produz
problemas mais semelhantes aos reais, se faz necessaaeste para pesquisas futuras.

A andlise por sistemas dindmicos também ser til para atigagdo do desempenho de
algoritmos especialmente desenvolvidos para ambiemésitos. Esta € um importante traba-
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Iho futuro, pois a analise do desempenho de tais algoriterostdo feita apenas utilizando-se
métodos experimentais. Em um primeiro momento, algoritf@dmstante utilizados, como o
GA com hipermutacédo e a 0 GA com imigrantes aleatoérios (Glapif), devem ser analisados.

Esta técnica também podera ser empregada na andlise dénabgaijue apresentam auto-
organizacdo como paradigma, e.g., o algoritmo SORIGA. apés nado ter sido ainda descrita
formalmente para tal, a auto-organizacéo, ao lado do derdeterministico, adaptativo e auto-
adaptativo, pode ser vista como um método de controle dengamds [92]. Esta € uma area em
aberto, sendo que novos algoritmos e técnicas de autoipagao podem ser investigadas no
futuro.

Uma outra area que demonstra grande potencial é a aplicagdandeitos de otimizacao
em ambientes dinamicos para a otimizagcdo multimodal e/dtiabjetivos. Nas dissertacdes
de mestrado [93] e [94], orientadas pelo autor, a técnicardiggantes aletorios (Secao 5.1)
foi aplicada no problema de determinacdo da estruturartedsional de proteinas, que € um
problema altamente multimodal. Enquanto que em [93], ordigo SORIGA foi utilizado
para controlar a diversidade da populacdo, em [94], imtgeagerados através de similaridade
com estruturas ja conhecidas foram inseridos na populd@é@i@ este mesmo problema, fun-
¢cOes de fitness tornadas dinamicas de forma artificial fotdimaglas [95]. Tornar o problema
dindmico pode ser interessante ja que 6timos locais sactearados por regides da superficie
de fitness com gradiente igual a zero, que podem tornar-geesegom gradiente diferente de
zero quando o problema muda. Ja em outro mestrado [96], maédos imigrantes aleatérios
auto-organizados (Capitulo 7) foi incorporada a Sistemmasblogicos Atrtificiais aplicados a
outro complexo problema da Bioinforméticadockingentre proteinas.

De maneira geral, entre as areas relacionadas ao uso de Agrslgientes dindmicos que
necessitam de uma maior investigacao, podem ser citadastudoedos aspectos tedricos, 0
desenvolvimento de novas métricas de desempenho, o déseramo de algoritmos utilizado
técnicas que relacionem os diferentes individuos da po@ala seus genes, como aquelas utili-
zadas em Algoritmos de Estimacéo de Distribuicdo, a claas#io de problemas de otimizacao
dindmica encontrados em aplicagdes do mundo real e o estuadimdzacao evolutiva dinamica
multi-objetivo.
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