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ABSTRACT

This work proposes the concept of incremental adaptive filtering by introdu-
cing incremental structures as an alternative for combining adaptive filters (AF),
which presents advantages as compared to the existing parallel counterparts in
the literature. It presents a simple time-varying supervisor for the N = 2 AFs
case to drive the LMS—LMS and RLS—LMS incremental combinations, which
outperform their parallel versions in stationary scenarios. The design of a proper
supervisor for incremental combinations remains an open problem, however there
are two approaches that enable the use of fixed supervisors. In the first approach,
the tracking performance of a family of incremental combinations of two AFs is
developed for fixed supervisors, deriving analytical models that describe well si-
mulations carried out for the LMS—LMS and RLS—LMS cases. The optimal
supervisor is motivated and the universality of such combinations is shown, as
well as their superiority as compared to the parallel combinations of the same
AFs. The second approach, longer incremental chains (N > 2) equipped with
data reuse techniques are studied. The data reuse incremental algorithm has
been introduced (DR-{LMS}") which is shown to outperform the affine projecti-
ons algorithm (APA) at lower computational complexity. In the sequel, another
incremental algorithm is introduced, based on the sign-error LMS (se-LMS) ope-
rating on data sharing mode; the resulting algorithm, the {se-LMS}¥, is able to
match the LMS performance at lower complexity. As an extension, the LMS filter
is replaced by the {se-LMS}¥ in the (DR-{LMS}") incremental chain, generating
a new algorithm that achieves the APA performance again at lower complexity.
The underlying concept in this approach is to employ AFs combinations to im-
plement sophisticated adaptive rules more efficiently. Finally, new directions and
extensions to the current work are discussed at the end of the text.

Keywords — Adaptive Filters Combinations, Incremental Combinations, Adap-
tive Filtering, Data Reuse.



RESUMO

Este trabalho propde o conceito de filtragem adaptativa incremental, intro-
duzindo estruturas incrementais para combinacdes de filtros adaptativos (FA)
como uma alternativa vantajosa &s combinacbes paralelas existentes. Propée
um projeto simples de supervisor incremental variante no tempo para o caso de
dois filtros, combinando LMS—LMS e RLS—LMS e mostrando a superiodade
destes arranjos em comparagdo as suas contrapartidas paralelas em cendrios esta-
ciondrios. O projeto de um supervisor adequado para casos genéricos ainda é um
problema em aberto; em consequéncia, aborda-se dois cenérios em que & possivel
utilizar estruturas incrementais com supervisores fixos. No primeiro caso, estuda-
se o desempenho de rastreamento de uma familia de combinag@es incrementais de
N = 2 filtros com supervisores fixos, desenvolvendo modelos analiticos que des-
crevem bem as simulagées para os casos LMS— LMS e RLS— LMS. Mostra-se
que é possivel otimizar o supervisor, comprovando a universalidade da estru-
tura incremental e sua superioridade frente as estruturas paralelas. No segundo
caso, estuda-se cadeias incrementais mais longas (N > 2) com a incorporacao de
reuso de dados. Desenvolveu-se o algoritmo LMS incremental de reuso de dados
(DR-{LMS}") que supera em desempenho o algoritmo APA e com complexidade
computacional menor. Na sequéncia, desenvolveu o algoritmo sign-error LMS
(se-LMS) de compartilhamento de dados ({se-LMS}V), que iguala o desempenho
do algoritmo LMS, com complexidade menor. Por fim, substituiu-se o {LMS}¥
pelo {se-LMS}" na cadeia DR-{LMS}", gerando o novo algoritmo incremental
DR-{{se-LMS}}* que iguala o desempenho do APA, com complexidade redu-
zida. A conceito subliminar nesta abordagem é a utilizagio de combinacoes de
FAs para implementar regras adaptativas sofisticadas de maneira mais eficiente.
Por 1ltimo, sdo apresentadas perspectivas para extenstes dos trabalhos conduzi-
dos.

Palavras-Chave — Combinagdes de Filtros Adaptativos, Combinagoes Incremen-
tais, Filtragem Adaptativa, Reuso de Dados.
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1 INTRODUCAO

Originada no contexto de redes adaptativas e otimizaggo distribuida [5], [6], a
combinacao incremental de filtros adaptativos (FA) pode apresentar desempenho
global substancialmente melhor do que os FAs individuais que as compde, se
projetadas corretamente. Em cendrios importantes, a pergunta que permeia todo

o desenvolvimento do trabalho é:

Como aumentar o desempenho de sistemas adaptativos sem aumentar corres-

pondentemente a complexidade computacional?

Combinagoes de FAs vém se estabelecendo como uma técnica de melhoria de
desempenho de sistemas adaptativos quando um tinico FA padrao nao apresenta

desempenho satisfatério [2,7).

Nos primeiros trabalhos abordando a combinagdo de FAs os experts, ou os
filtros adaptativos componentes, evoluiam de maneira independente, sem que o
resultado de um influenciasse o comportamento dos outros [8], [4], [9]. Os mesmos
dados eram apresentados a todos, que os processavam usando as suas préprias
regras de adaptagao com os pardmetros subjacentes. Assim, todos os FAs com-
ponentes possuiam a mesma entrada e alimentavam o mesmo supervisor, o qual
se adaptava a fim de gerar uma estimativa global que superasse em desempenho

os experts individuais.

Estas primeiras combinagoes organizavam, portanto, os FAs componentes em

paralelo. Intmeros trabalhos estdo disponiveis, combinando FAs com passos de



calculo diferentes, ordens diferentes, regras adaptativas diferentes, supervisores
diferentes ¢ mesmo abordando aplicagGes fora do contexto de identificacao de
sistemas, como predigao adaptativa e rastreamento de sinais [1,4,7-10]. Todos
eles empregam experts que operam independentes uns dos outros, configurando

uma topologia ou estrutura paralela.

Conforme estudado em diferentes trabalhos, a estrutura paralela é capaz de
atingir a universalidade em diversos cenarios; contudo possui uma desvantagem
intrinseca: o efeito da estagnac¢do. Este efeito é resultado da natureza competitiva
desta estrutura: o supervisor consulta todos os seus experts a0 mesmo tempo, se-
lecionando e ponderando aquele que apresentar melhor resultado. E mais notavel
em combinacoes simples, com poucos filtros, particularmente para dois FAs em
ambientes estaciondrios. No caso bem estabelecido de dois FAs LMS com passos
diferentes, o supervisor é capaz de entregar em sua saida a rapida convergéncia do
filtro com maior passo e a exatidao do filtro de menor passo [3]. Assim, no tran-
siente o FA com passo maior rapidamente reduz o erro tornando-se dominante, o
que faz com que o supervisor ignore o filtro preciso, e o processamento realizado
por este ultimo é desperdi¢ado. Em contrapartida, no regime permanente o maior
nivel de ruido do FA rapido o exclui da competigao, tal que o supervisor seleciona
a acurdacia do filtro de menor passo; o desperdicio computacional agora é do FA

rapido.

Técnicas ad-hoc de transferéncias condicionais de pesos do FA répido para o
FA preciso [4] e de realimentagéo ciclica da saida global [1] foram desenvolvidas; as
primeiras melhorando a estagnagao da combinagéo paralela, mas néo eliminando;

as ultimas praticamente eliminando a estagnacao.

Neste contexto, as combinagbes ou estruturas incrementais foram introduzidas
para eliminar naturalmente a estagnacao das combinacoes paralelas [3]. Nelas, o

processamento cooperativo contrasta com o competitivo das formas paralelas. Os



FAs componentes sdo reorganizados em cascata, ou em série (nfo confudir com
TANDEM), tal que a estimativa de um expert ¢ injetado como condigdo inicial
para o préximo filtro da cascata; o dltimo filtro fornece sua estimativa como ponto
de partida para o primeiro FA na iteragao seguinte, e o conjunto segue operando

desta maneira, cooperativamente [5].

As técnicas incrementais sédo recentes na literatura, hd um vasto campo a
ser explorado, uma vez que todos os trabalhos existentes sobre combinacdes em
paralelo podem ser revisitados e seus FAs reorganizados na forma incremental.
Os resultados disponiveis demonstram que as combinagdes incrementais apre-
sentam vantagens consideraveis frente as suas versdes paralelas; em ambientes

estaciondrios e nao-estaciondrios, para sinais correlacionados ou brancos [3].

E possivel, ainda, incorporar de maneira natural técnicas de reuso de dados, e
motiva-se a comparagao direta dos algoritmos de reuso de dados incremental [11]
com aqueles j& bem estabelecidos, como o algoritmo de projegdes afins (APA) [12],
[13], [14], entre outros. Os novos algoritmos sdo capazes de superar o APA, e com
complexidade computacional menor. Na verdade, introduz-se o conceito contra-

intuitivo de combinacdes de FAs como técnicas de reducao de complexidade.

O grande desafio da estrutura incremental reside, paradoxalmente, na sua
maior vantagem; no caso paralelo, os experts evoluem de maneira independente,
competindo, o que torna possivel desacoplar o projeto do supervisor da adaptacéo
dos FAs individuais. No caso incremental, com os FAs em cascata e cooperando
e se influenciando diretamente, o desacoplamento nao é possivel, o que torna o

projeto do supervisor um desafio; ¢ ainda permanece um problema em aberto.

Contudo, este trabalho apresenta um projeto simples de supervisor incremen-
tal, que se ajusta em resposta & adaptagio dos FAs, e dois cendrios em que o uso

de supervisores incrementais fixos podem ser explorados.



No caso nao-estaciondrio, é possivel empregar supervisores fixos; ainda assim,
obter ganhos expressivos de desempenho quando comparados as formas paralelas
equipadas com supervisores adaptativos [8]. E conduzido um estudo teérico de
desempenho no sentido médio quadratico, gerando modelos analiticos que podem
orientar o projeto dos supervisores fixos. Isto ¢é feito para uma familia de N = 2
FAs arranjados na forma incremental e com compartilhamento de dados. As
combinagoes incrementais LMS—LMS e RLS—LMS sao apresentadas como casos
particulares e a universalidade é comprovada e explorada em situacoes diversas.
A superioridade da forma incremental frente & paralela, ambas com supervisores
fixos, é evidenciada em todos os casos estudados, mesmo quando a paralela é

equipada com supervisor adaptativo.

Para cadeias incrementais maiores (N >> 2), é possivel empregar supervisores
fixos e reuso de dados & regras da familia LMS, como o préprio LMS e o sign-error
LMS, formando estruturas de reuso de dados que combatem e superam outros
algoritmos bem estabelecidos, como 0 APA ¢ o TRUE-LMS, e com complexidade

computacional reduzida.

1.1 Objetivos e Contribuicoes

Sumariza-se a seguir as principais diretivas deste trabalho: Motivar as estru-

turas incrementais (hibridas) como uma alternativa vidvel as estruturas paralelas.

e Incorporar o reuso de dados em combinagbes incrementais, aumentando
drasticamente o desempenho da cadeia resultante; induzir o reuso de dados

no caso paralelo;

e Motivar o uso de processamento incremental via regra LMS com vantagens
em termos de desempenho médio quadratico e de complexidade computa-

cional, ao invés de algoritmos mais complexos, como o APA;



e Motivar o processamento incremental usando a regra sign-error LMS, como
substituto para o LMS padrao, com melhor desempenho e menor comple-

xidade, tanto em ambientes estacionarios, como ndo estaciondrios;

o Combinar os itens anteriores, chegando a um algoritmo que explora osten-
sivamente o reuso de dados via regra sign-error LMS, superando o APA em

desempenho e complexidade computacional;

e Desenvolver modelos analiticos de desempenho para combinagdes incremen-
tais LMS—LMS e RLS—LMS, validando os modelos via simulagoes; sugerir

a superioridade da estrutura incremental em comparagao com a paralela;

o Instigar o estudo das indmeras variantes possiveis dos casos estudados, es-
tendendo para regras diferentes, estruturas de filtragem alternativas, caso

nao-supevisionado e outros critérios de desempenho, etc.

1.2 Organizacao do Trabalho

O Capitulo 2 introduz conceitos e defini¢des sobre fitragem adaptativa, ne-

cessarios para dar suporte aos capitulos seguintes.

O Capitulo 3 introduz as estruturas incrementais, colocando-as em perspec-
tiva frente as formas paralelas. Emprega-se combinagoes simples, de dois fil-
tros. Motiva o uso de supervisores fixos, para o qual sdo desenvolvidos modelos
analiticos para o desempenho médio quadratico de uma familia de combinacoes

incrementais, que confirmam o que € observado em simulagoes.

Como uma extensio natural, o Capitulo 4 propde a incorporagao de técnicas
de reuso de dados em cadeias incrementais mais longas, motivando sua com-
paragao com estratégias de reuso celebradas da literatura, com o APA, com gran-

des vantagens para as novas técnicas.



Finalmente, o trabalho é encerrado com o Capitulo 5, que discorre consi-
deragoes finais, tamhém descrevendo a pesquisa em andamento ¢ futuras diregoes

a serem seguidas.



2 FUNDAMENTOS DE FILTRAGEM
ADAPTATIVA

2.1 Notacao

Serd adotada a notagdo da referéncia [14]. H4 quatro tipos de varidveis neste

trabalho: escalares, vetoriais, matriciais e aleatorias.

Conceitualmente ¢ importante diferenciar uma varidvel aleatéria de suas rea-
lizagGes (valores deterministicos), o que néo é feito muitos trabalhos sobre filtros
adaptativos. Assim, uma varidvel aleatéria é representada em negrito, enquanto
suas realizacoes usam fonte normal. Por exemplo, © e z. Desta forma, todas
as quantidades que aparecerem ao longo do texto em negrito, sdo quantidades

aleatérias ou randomicas. As quantidades em fonte normal, sio deterministicas.

Adota-se LETRAS MAIUSCULAS para matrizes e letras mintsculas para
escalares e vetores, X e z, respectivamente. A excecdo a esta regra estd na
descricao de parametros, como a ordem de um filtro, ou o nimero de realizagdes,
ou o numero de filtros usados em uma cascata. A ordem de um filtro, por exemplo,
¢ denotada por M, enquanto o nimero de filtros, por N. Ainda, o nimero de
pares de dados usados nos algoritmos de reutilizacdo de dados é denotado por
K, que também usa-se para o rank do algoritmo de projecGes afins (APA). Estas

excecoes ficardo claras pelo contexto.

Para denotar dependéncia temporal de uma quantidade escalar usa-se parénteses.

Assim, u(¢) ¢ um escalar variante no tempo; é o sinal de entrada ou de reféncia



do FA. Para indexar tempo em vetores e matrizes usa-se indices subescritos; logo,
u; é um vetor que coleta amostras de u(i). Neste trabalho, o vetor u;, também
chamado vetor de regressao, é um vetor linha, ao passo que na literatura o vetor

de regressao costuma ser usado como sendo um vetor coluna.

A matriz de regressores, quando vista como quantidade aleatdria, é denotada
como Uj, e suas realiagoes U;. De forma analoga, d(i) modela o sinal desejado

como uma quantidade escalar aleatdria, enquanto d; coleta amostras de d(z).

Usa-se como varidveia de indexagdo letras minusculas usuais; assim tempo
discreto é denotado pela letra mimiscula i. O n-ésimo filtro em uma cascata

denota-se por n, e o k-ésimo para de dados detona-se por k.

O simbolo u} denota o transposto conjugado do vetor u;. Se u; for real, tem-se

Valores esperados sao denotados por E, sem a utilizacdo de parénteses, a
menos que estritamente necessdrio. Assim, Ex;xf = E(x;x}) para algum vetor

aleatorio ;.

Usa-se letras gregas para representar algumas quantidades-padrao em filtra-
gem adaptativa. Sao também tipicamente claras pelo contexto. Em particular, A
representa um autovalor de uma matriz, mas também pode ser o parametro do
supervisor em uma combinagao convexa, por exemplo. O pardmetro de regula-
rizagao ¢ usado como ¢, e o fator de esquecimento (Algoritmo RLS) é n. Usa-se,
também, 7(i) para o MSD, ((i) para o EMSE e &(i) para o MSE, como sera

definido na préxima segéo.

Para descrigao das combinagoes incrementais adota-se uma notacao relativa-
mente intuitiva. Para o FA RLS injetando sua estimativa no FA LMS denota-se
RLS—LMS. No caso paralelo, escreve-se RLS——LMS. Para cadeias incrementais

longas, por exemplo, N filtros LMS, escreve-se {LMS}¥. Quando hé reuso de



dados (Data Reuse - DR) incorporado, emprega-se DR-{LMS}".

Reune-se estas defini¢oes no inicio do trabalho para alertar o leitor; elas séo
repetidas ao longo do trabalho para clareza e facilidade de reféncia, sempre que

conveniente.

2.2 O Problema de Filtragem Adaptativa

Um filtro (digital) adaptativo (FA) é um estimador automético de sinais (e
sistemas) livre de modelo e que néo requer conhecimento direto e exato da es-
tatistica dos sinais envolvidos. Tipicamente, trata-se de um filtro transversal
com M coeficientes !, representado por um vetor-coluna w, que é treinado por

um algoritmo adaptativo.

Na abordagem supervisionada, o FA observa dois sinais, reais ou complexos:
o sinal regressor u(i), e o sinal desejado d(4), conforme mostra a Figura 1. Na
iteragao 7, o FA combina M amostras sucessivas do sinal regressor, capturadas
em um vetor-linha de regressdo u; = [u(i) u(éi—1) ... wu(i—M +1)], para gerar
uma estimativa y(4) = w;w;_1 do sinal desejado que minimize o erro de estimacao
e(i) = d(i) —u;w;_1 de acordo com algum critério de otimizacio. Esta formulacéo
permite resolver uma infinidade de problemas em diversas 4reas da engenharia,

como Processamento de Sinais, Telecomunicagoes, Controle, entre outras [14,15].

A formulagdo geralmente adotada para se estudar filtros adaptativos é o de
identificacdo de sistemas, no qual o sinal de entrada wu(i) alimenta o FA e a
planta desconhecida. A saida da planta é medida, gerando o sinal desejado d(3).
O FA procura, entdo, determinar a resposta ao impulso truncada w que melhor
representa a planta desconhecida do ponto de vista entrada-saida, minimizando

o erro e(%) [15].

!Conceitualmente é um filtro de resposta ao impulso finita — FIR. Filtros de resposta im-
pulsiva infinita (IIR) também podein ser empregados.
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d(i)
u(i) y(i) l e(i)
E—

/

Figura 1: O problema de filtragem adaptativa.

Formalmente, o problema de filtragem adaptativa recém descrito pode ser
motivado dentro do arcabougo tedrico de Teoria de Estimagio (Linear) Otima
no sentido Bayesiano [16]. Na abordagem Bayesiana de estimacio, modela-se
a quantidade a ser estimada d(i) como uma quantidade aleatéria d(i). Nesta

formulacao, tem-se acesso ao vetor-linha de regressao
w; = [w(i) u(@—1) ... u(i — M+ 1)] (2.1)

que ¢ correlacionado com o sinal desejado. Desta forma, estima-se o sinal desejacdo

via produto interno entre o vetor de regressao e o vetor de pesos do filtro w
d(i) = uyw (2.2)

O problema de otimizagao que se coloca é projetar w tal que o erro de estimagdo,

agora modelado como uma quantidade aleatoéria
e(i) = d(i) — uyw (2.3)

seja minimizado em algum sentido estatistico. Em filtragem adaptativa, adota-se
o critério do erro médio quadrdtico, ou “mean-square error” (MSE). Busca-se o

vetor Gtimo w® que minimiza a fungao custo [14], [17]

J(w) = Ele(i)? (2.4)
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Expandindo-se a fungio acima tem-se
J(w) = 05 — Rj,w — w* Ry, + w" R,w (2.5)

em que * denota transposto conjugado e os momentos estatisticos dos dados sio

definidos como

0} 2Bld@)?, Raw=Ediwu;, R,ZEuju, (2.6)

A quantidade o2 é a varidncia do sinal desejado, o vetor (matriz) R, captura
a correlagio cruzada entre o sinal desejado d(7) e o vetor de regressao u;, enquanto
a matriz R, é a matriz de auto-covariancia do vetor de regressao. Os sinais sao

assumidos estaciondrios, portanto as matrizes sao invariantes no tempo.

A fungéo custo (2.5) é um hiperparaboléide com tinico ponto de minimo em
w = w’ se R, > 0, ou seja, se R, for positiva definida. O vetor 6timo w® que

minimiza (2.5) satisfaz as chamadas Equa¢des Normais (EN)
}zuwo = Rdu (27)

As EN sempre admitem solugao; a solugdo sera tnica se R, > 0 [17]. Se R, for

singular, entao infinitas solucoes podem ser determinadas, da forma
@° =w’+c (2.8)

em que w’ ¢ a solugao de norma minima e ¢ é qualquer vetor pertencente ao
espaco nulo de R,. Todas as solugbes @° levam ao mesmo erro minimo tedrico,

dado por

Imin 2 J(W®) = 03 — Ry R Raw (2.9)
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2.3 Solucgoes Iterativas
Uma maneira alternativa de se determinar o vetor étimo w® é recorrer as

solugoes iterativas. Dada uma estimativa inicial (arbitraria) w_,, pode-se calcular

o vetor 6timo de maneira recursiva para i > 0 via
Wi = Wi—1 + Up; (2.10)

em que p; é um vetor de atualizagio e u é um escalar real positivo denominado

passo de cadlculo, que controla a evolugao do processo iterativo.

Para solugoes recursivas do tipo (2.10) define-se a curve de aprendizado, que

captura a evolugao do aprendizado em fungao da iteracao (temporal) i
J(i) £ J(w;_y) (2.11)
Em filtragem adaptativa, é comum utilizar o gradiente da funcao custo para
orientar o processo de otimizagao, ou seja
pi = —BV,, J(w;—1) (2.12)

onde B > ( é uma matriz positiva definida que determina o tipo de algoritmo
iterativo. Para o critério do erro médio quadratico, o gradiente da fungao custo

depende somente das matrizes Ry, e R,, sendo dado por
VulJ = =Ry, + w'R, (2.13)

Ha duas escolhas tipicas para a matriz B. Para B = I (matriz identidade),

gera-se o algoritmo do gradiente descendente
w; = Wi—1 + (R — Rywi—y) (2.14)

Para B = [V2J(w)] ™" (Inverso da Hessiana) gera-se o algoritmo de Newton. Pela
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equagao do gradiente (2.13), calcula-se a Hessiana
[V2J(w)] =R, (2.15)

que leva ao algoritmo de Newton, regularizado por um nimero pequeno positivo,

o fator de regularizagio ¢ > 0
wi = Wiy + p(el + Ry) ™ (Rau — Ruwiy) (2.16)

O que se deseja de algoritmos recursivos é que convirjam para o vetor 6timo,

ou que sejam estdveis
w; = w® (2.17)

e que o erro J(¢) diminua (monotonicamente) até o valor minimo predito pela

teoria (2.9)

J(@) B Ty (2.18)

Para isto ¢ preciso garantir a estabilidade das implementacdes recursivas.
Nesse sentido, o valor do passo p e a escolha da matriz B governam a evolugio
dos algoritmos, tendo impacto direto sobre a convergéncia e a estabilidade dos
mesmos. Garante-se a estabilidade para os algoritmos (2.14) e (2.16) quando o

passo p estd nas faixas, respectivamente
2
O<p<—— e 0O<p<2 (2.19)
/\mcm:

em que Apae ¢ 0 maximo autovalor da matriz R,,.
2.4 Solugoes Adaptativas

Raramente se conhece de antemao os momentos estatisticos dos dados, em

especifico as matrizes (vetores) Ry, e R,. Em situactes reais, usam-se apro-



14

ximagoes instantaneas para tais matrizes que dependem diretamente dos dados
disponiveis: o sinal de referéncia u() e o sinal desejado d(¢). Quando se substitui
as quantidades estatisticas exatas (R, e Rg,) presentes nos algoritmos iterativos
(2.14) e (2.16) por aproximagoes que dependem dos dados, os algoritmos iterati-

vos tornam-se adaptativos.

Diferentes aproximagoes para VJ e para V2J refletem-se, também, em apro-
ximagoes diferentes para R, e Rg,. Diferentes escolhas para estas quantidades
geram uma mirfade de algoritmos adaptativos diferentes, com propriedades e ca-

racteristicas intrinsecas.

Estas aproximagoes tornam os algoritmos iterativos implementaveis em qual-
quer situagao pratica, apesar do desconhecimento das quantidades estatisticas
requeridas. Contudo, as aproximagoes fazem com que o comportamento dos
algoritmos adaptativos resultantes se desvie daquele previsto pela teoria de es-
timagao; em particular, o comportamento médio quadrético ird desviar da curva
de aprendizado J(i), com taxas de convergéncia diferentes e excedendo o erro

minimo Jy,,, Ou seja, os algoritmos apresentam um erro em ezcesso.

Uma vez que se garanta a estabilidade, algoritmos adaptativos diferentes le-
vam o filtro a convergir com taxas diferentes e estabilizar em patamares de erro
diferentes em regime estacionario. Os principais fatores que afetam o apren-
dizado do filtro, uma vez selecionado um algoritmo adaptativo, sao o nivel de
correlacionamento dos sinais (principalmente o sinal de entrada u(i)), o grau
de nao-estacionaridade do ambiente (quando w® — wf) e a razdo sinal-ruido

(“Signal-to-noise Ratio” — SNR).

Vérios algoritmos adaptativos foram desenvolvidos ao longo dos anos. A

seguir descreve-se alguns dos mais utilizados.
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2.4.1 Algoritmo LMS

O algoritmo mais celebrado e estudado na literatura é o algoritmo Least
Mean-Square (LMS), também referido como algoritmo do gradiente estocdstico.

Adotando-se as aproximagoes [14]
R, =uju; e Rg, = d(i)u]
e substituindo-as em (2.14) resulta em

w; = wi—y + pas; (d(i) — wiw;—q) (2.20)

Trata-se de um algoritmo bastante robusto, assim como a sua variante nor-
malizada (NLMS) [18]. Uma vez escolhida a ordem do filtro, resta projetar o
passo de calculo p, que governa o aprendizado do algoritmo. Para estabilidade e

para otimizar a taxa de convergéncia, uma boa estratégia de projeto é [5]

H=o20

O<p <1 (2.21)

para pg — 1 o filtro tende a convergir mais rapido, porém com maior erro em ex-
cesso em regime. Para p9 — 0 o filtro converge mais lentamente, porém estabiliza

em patamares de erro em excesso menores.

2.4.2 Algoritmo NLMS

As aproximacoes para R, e Ry, para o algoritmo LMS normalizado sdo as
mesmas que aquelas do LMS: contudo, o algoritmo iterativo base é o algoritmo
de Newton; assim, substituindo as aproximacdes e aplicando o Lema de inversao

de matrizes [14], a recursdo fica

Ho * .
w; = Wiy + ————=u; (d(2) — uyw;_ 2.22
o g 0~ ) .
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O algoritmo NLMS comporta-se melhor que o LMS para sinais correlacionados,
sendo menos sensivel, também, a variages da poténcia do sinal de entrada u(i)

devido & normalizagao regularizada ¢ + ||u;]|2.

Note que pp ¢ similar aquele empregado no projeto do passo do LMS; isto
permite uma comparagao razodvel entre os dois algoritmos em termos de con-

vergéncia, pelo menos quando o sinal de entrada é descorrelacionado.

2.4.3 Algoritmo Projecoes Afins (APA)

O algoritmo de projecdes afins (“Affine Projections Algorithm”-APA) em-
prega uma massa de dados maior que os algoritmos LMS e NLMS para. realizar
uma iteracao completa, por isso constitui o que na literatura se denomina de algo-
ritmo de reutiliza¢do de dados [19], [20], [13,21-23]. Ele emprega K consecutivos
pares de dados {d(i),u;} a cada iteragao, coletados no vetor coluna K x 1 e na

matriz K X M de regressao
di = col{d(i),d(i —1),...,d(i — K+ 1)}, U; =col{ui,ui1,...,U_x41}

Usando-se as aproximacoes

1 1
Ru ~ _Uz‘*Ui € Rdu ~ E

Uld; 2.2
= z (223)

e invocando o Lema de invers@o de matrizes chega-se & recursao do APA
w; = Ww;_1 + MoU,L-*(EI + UiUi*)_l(di . ini_l) (224)

em que a inversao ¢ operada sobre uma matriz K x K, o que é conveniente, uma

vez que geralmente K < M.

A equagio do APA opera com um vetor de erros de estimacdo e¢; = d;—Uw;_q,
ao invés do costumeiro erro escalar €(i). Ainda, é importante notar que para

K =1 recupera-se o algoritmo NLMS.
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2.4.4 Algoritmo RLS

O algoritmo dos Minimos Quadrados Recursivo, ou “Recursive Least Squares”
(RLS) pode ser motivado como a solugao exata de um problema de minimos
quadrados deterministico, ou como a solugdo aproximada (Estocdstica) de uma
instancia do algoritmo de Newton. A teoria dos minimos quadrados é rica e
confere grande estrutura ao algoritmo RLS assim motivado, fugindo do escopo

deste trabalho. Aqui, aborda-se a formulagio estocdstica do RLS.

O algoritmo RLS é obtido a partir da recursao de Newton usando a mesma

aproximagao para o gradiente que o LMS e o NLMS [14]
(Rdu = Ruwi_l) ~ uf(d(z) — uiwi_l) (225)

A matriz R, é aproximada por

1 ' -7, % %
i Z” Tuju (2.26)

7=0
em que 0 < 1 < 1 ¢ o fator de esquecimento e ajusta a janela de observagao, a

qual pode ser interpretada como a memdria do algoritmo.

No algoritmo RLS, ao invés de calcular a aproximacao para R, acima e
inverté-la, como requer a recursdo de Newton, define-se uma matriz extra P,
que calcula diretamente a inversa requerida de maneira recursiva (para detalhes,
ver [14]). Apés algumas manipulagoes, determina-se as recursdes que implemen-

tam o algoritmo RLS

1P i Py
P, = nt( By -t 2.7
i ( : 1+ 07w Pyuf ( )
w; = wi_l-l—Hu;-k(d(i)—uiwi_l) (228)

com P_; = e 'I. Para ambientes estacionarios, escolhe-se 7 — 1. Para o caso

nao-estacionario, é costumeiro escolher n € [0.95, 0.99].
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O algoritmo RLS apresenta taxas de convergéncia elevadas, se comparado aos
algoritmos anteriores. Exceto, possivelmente, no caso nao-estaciondrio, no qual

a presenca de memoria pode prejudicar sua capacidade de rastreamento.

2.5 A Importancia da Andlise de Desempenho

Observando as equagdes dos algoritmos adaptativos apresentados, percebe-se
que FAs sdo sistemas variantes no tempo, ndo-lineares e que observam sinais d(4)
e u(i) costumeiramente modelados como processos estocdsticos. Para operacéo
adequada ¢ necessdrio assegurar sua convergéncia para niveis de erro compativeis
com a aplicacao visada. Devido as aproximagdes adotadas na implementacao
adaptativa dos algoritmos iterativos originais, a curva de aprendizado J(i) nio
descreve corretamente o comportamento dos FAs. E necessario desenvolver um
modelo mais elaborado. Isto é feito através da andlise de desempenho dos sistemas

adaptativos.

O estudo ¢ feito derivando-se modelos matemadticos que traduzem a evolugao
estatistica de certas figuras de mérito que capturam o desempenho do sistema em
termos dos pardmetros do filtro (ex: ordem M), do algoritmo (ex: passo u) e das

propriedades estatisticas dos sinais envolvidos.

Tipicamente, adota-se como medida de desempenho o erro médio quadratico
(Mean-Square Error - MSE), o desvio médio quadrético (Mean-Square Deviation-
MSD) e o erro médio quadratico em excesso (Excess Mean-Square Error-EMSE)

[?]. Tais métricas sao definidas como
MSD() 2 Eluw°®— wi|? (2.29)

EMSE() £ Ejug(w® —w;_1)[? (2.30)

MSE(i) £ Ele()] (2.31)
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O MSD mede o quanto a solugao entregue pelo filtro w;_; desvia do valor 6timo
w?, o EMSE mede o quanto a estimativa do filtro excede a estimativa 6tima u;w®
tedrica, ¢ o MSE mede o quanto o filtro é capaz de aproximar o sinal desejado
d(i), e pode ser medido em sua saida, ao contrario do MSD e do EMSE que séo

medidas conceituais, ndo podendo ser medidas em situacdes priticas.

A andlise de desempenho é uma tarefa bastante complicada, dada a natureza
da lei que governa os FAs, porém ¢ fundamental para avaliar questoes bésicas [15]:

e O filtro ird convergir?

e O nivel de erro em regime estd dentro de limites tolerados?

e Como projetar o sistema para garantir tais limites?

Como o filtro se comporta em ambientes nao-estaciondrios?

Na literatura, o estudo do desempenho costuma ser agrupado de acordo com
o regime de operacao do FA: anélise do transiente, andlise em regime permanente
e andlise de rastreamento. Para um estudo mais exato [15], [24], [25], algoritmos
diferentes normalmente requerem abordagens diferentes para cada regime, e para
cada regra de aprendizado diferente. Contudo, existem técnicas que permitem,
em certo sentido, que a anélise seja unificada, mesmo para algoritmos diferentes
[14], [26]. Elas séo conhecidas como relagdes de conservacio da energia (“energy

conservation relations”-ECR), e serdo adotadas na andlise de desempenho.

Neste trabalho (Ver Capitulo 3), serdo desenvolvidos modelos para o EMSE

e o MSE em regime estacionario, quando o filtro j& convergiu

EMSE £ lim E |u;(w° — w;_1)|? (2.32)
1—00
MSE & lim E |e(i)|? (2.33)

No Capitulo 4 diferentes estruturas de filtragem serao avaliadas, observando

o transiente e a convergéncia do filtro, porém sem derivar modelos analfticos. Isto
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serd feito através da evolugdo média quadrética aprozimada dos filtros, estimada
“empiricamente” através de promediagtes de varios experimentos on realizagoes

dos processos estocdsticos envolvidos na evolugao do filtro

R
‘ 1 ;
MSDG) ~ 73w —w? (2.34)
r=1
1
EMSE(i) =~ Eziu,‘f"(wﬂ—wﬁi’l)|2 (2.35)
MSE(i) = —Zld“” w2 (2.36)

em que (r) indexa a realizagio do processo estocdstico.
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3 COMBINACAO INCREMENTAL DE
FILTROS ADAPTATIVOS

Combinacoes de FAs vém se estabelecendo como uma técnica de melhoria de
desempenho de sistemas adaptativos quando um tnico FA padrio nao apresenta
desempenho satisfatério. Tais arranjos de filtros envolvem a escolha dos FAs
componentes, o tipo de supervisor que governa a combinagdo e a topologia em

que os FAs s@o organizados e apresentados ao supervisor.

As combinagoes de FAs podem ser interpretadas como um instanciamento do
problema de estimagao universal [27]. Em estimagdo universal, um conjunto de
experts apresenta suas estimativas para um supervisor, que as agrega ponderando
seus desempenhos individuais e gera uma estimativa global. Esta estimativa deve
ser tao boa quanto a melhor estimativa individual apresentada pelos experts, de

acordo com o critério de desempenho adotado.

No contexto de filtragem adaptativa, os experts sao implementados por FAs, e
o supervisor € representado por um conjunto de pesos, tal que a estimativa global
é gerada somando-se as estimativas individuais dos FAs ponderadas pelos pesos
do supervisor. O critério adotado é costumeiramente o erro médio quadratico

MSE (Mean-Square Error).

Na literatura, a grande maioria dos trabalhos emprega a estrutura para-
lela [1,4,7-10], [28-31], em que os FAs evoluem independentemente. Recente-

mente, foi introduzido o conceito de combinagoes incrementais, em que os FAs
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sao estruturados em cascata, operando de forma cooperativa. Esta nova topo-
logia apresenta caracteristicas préprias, podendo apresentar larga vantagem em

relacdo as formas paralelas, se bem projetada.

3.1 Combinagoes Paralelas

Tipicamente, os FAs sdo organizados em uma topologia paralela, na qual
evoluem de maneira independente e apresentam suas estimativas ao supervisor,
que também se adapta na tentativa de gerar uma estimativa global universal, em

geral no sentido médio quadratico. A Fig. 2 ilustra o arranjo.

Muitas combinagoes paralelas da literatura, em termos topoldgicos, podem
ser colocadas em uma forma genérica [1,4,7,9,10], [30,31], na qual o n-ésimo FA

componente é dado por
Wn,i = Wn,i—1 + fnPn; (3.1)

onde wy; ¢ um vetor coluna M, x 1 de coeficientes e p,; = —B,[VJ,(wn;1)]*
captura a regra de aprendizado empregada pelo filtro componente n. Quando os
FAs componentes possuirem ordens diferentes, os vetores wy,; sdo completados
com zeros para compatibilizar as dimensoes. A saida ou filtro global w;_; é obtida

ponderando as estimativas individuais
N
Wi—1 = Z )\n(i)wn,i_l (32)
n=1

em que o conjunto {\,(4)} representa a acdo do supervisor na iteragio i. K

comum empregar supervisores afins [9] e convexos [7, 8]

SN @) =1 Afim (3.3)

25:1 (i) =1, 0< (i) <1 Convexo (3.4)

projetando-se o supervisor, representado pelo conjunto de pardmetros {\,(z)}, de
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Figura 2: A combinagao paralela de FAs independentes.

modo a minimizar o erro global e(i) = d(z) — u;w;_; no sentido médio quadratico.
O uso de uma fungao de ativacdo auxilia na imposi¢ao das restrigoes de convexi-
dade e afinidade [7]. Desta forma, faz-se A, (i) = g(an(7)), e adota-se a estratégia

do gradiente descendente para treinar os pardmetros ay,(4)

an(i+ 1) = an(3) — panVae?(4) (3.5)

Um dos trabalhos pioneiros sobre combinagoes de FAs seguido as linhas acima
descritas foi o algoritmo CLMS (“Convex LMS”) [8], como ilustra a Fig. 3, em
que dois FAs LMS de mesma ordem, mas com passos de célculo distintos pu;—
LMS e py-LMS, em que pu; > pg séo agregados por um supervisor adaptativo.
Desde sua publicagao, intimeros trabalhos combinando FAs com ordens, regras
adaptativas e regras de supervisao diferentes vem sendo propostos no intuito de
melhorar a taxa de convergéncia de FAs individuais em ambientes estacionérios,

e de aumentar a capacidade de rastreamento em ambientes nao-estaciondrios.
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{dipu}

Figura 3: A estrutura paralela para N = 2 FAs.

Outro trabalho pioneiro, que generalizou o algoritmo CLMS em vérios as-
pectos importantes e utilizou a combinagio paralela em predicao adaptativa e

rastreamento de frequéncia foi [7].

Na sua forma simples, o CLMS ¢ implementado via

1
1 4+ e—ali-1)

Wi—1 = )\(i)wl,i_l + (1 — )\(i))wZﬂ-_l
e(d) = d(i) — uaw;_, (3.6)
a(d) = a(i—1)+ uae(i)ui(w1,i—1_— w2,i-1)A(5) (1 — A(%))

Wni = Wpi-1 + ,u'nu;k(d(z) — UWni-1) , = 112

sendo capaz de alcangar o erro em regime do FA exato (p2-LMS) de manc..  s¢,
rdpida, conforme ilustra a Fig. 4. Apesar da universalidade, é possivel notar o

fenémeno de estagnacdo, que é uma limitagao intrinseca da estrutura paralela.

Durante o transiente, o filtro mais preciso (t2-LMS) demora a convergir e é
desconsiderado pelo supervisor; no regime permanente o filtro rapido (p9-LMS)
¢ excluido pelo supervisor devido ao seu maior erro em excesso. O transiente &
governado pelo filtro répido e o regime permanente, pelo filtro preciso. H4 sempre
um filtro usando recursos computacionais que nao sio utilizados para compor a

saida global.
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Figura 4: A universalidade do algoritmo CLMS.

O fenémeno da estagnacio, acima descrito, pode ser amenizado (parcial-
mente) implementando transferéncias condicionais de coeficientes do FA rdpido
para o FA exato (2] [8], [4]. Isto pode ser entendido como uma estratégia ad-hoc
de cooperagao entre os FAs componentes em uma estrutura que é essencialmente

competitiva.

Contudo, a estrutura paralela, com ou sem tre.. & -ig le coeficientes entre
os FAs, opera em modo feedforward, ndo h4 feedback; portantu, “~ h¥ efeito
de regulagdo: os FAs componentes ndo se beneficiam da operacio do supe .
sor. Se algum dos FAs componentes operar de maneira precdria, ou mesmo se
instabilizar, ndo é possfvel ajustar a sua operagdo. Neste sentido, a técnica de
realimentacdo ciclica, ou “cyclic feedback”, proposta recentemente [1], contorna
naturalmente o problema da estagnacao, podendo também auxiliar na melhoria
de desempenho dos FAs individuais. Conforme ilustra a Fig. 5, realimenta-se para
cada FA componente, a cada L iteragdes, a safda supervisionada global w;_ 1, que
representa a melhor estimativa disponfvel; o efeito liquido, no caso estacionério,

é a aceleragdo do FA exato. E implementada adicionando uma tinica equacio ao
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Figura 5: Implementagio da realimentagéo ciclica na estrutura paralela.

algoritmo CLMS (3.6), resultando em

(i)

Wi

1
1 4e-al=1)

Awy it + (1= A(4))waiy

d5) — wswi_y

a(i — 1) + pae(i)s (w1 — ws - ING)(1 = A(7)) (3.7)
Spwio1 + (1 = 61)wp

Wni-1 + patt (d(2) — wiwpi1) , n=1,2

em que o7, =4 mod L ¢ o delta de Kronecker. A Fig. 6 ilustra o efeito do cyclic

feedback na combinagio paralela. Note que a realimentagio ciclica é mais efetiva

no combate da estagnagio do que a transferéncia de coeficientes. Contudo, ambas

sao incapazes de superar a estrutura incremental, que serd abordada em detalhe

na préxima secio.

Uma variante do algoritmo CLMS combina regras adaptativas hibridas em

paralelo [4], em particular os FAs RLS e LMS. O algoritmo foi proposto na tenta-

tiva de explorar a velocidade de convergéncia do RLS, com a janela instantanea
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Figura 6: Combinagdo CLMS com cyclic feedback (2), CLMS com transferéncia
de pesos (3), LMS incremental (1) (3.10). Mesmos pardmetros de [1] e [2].

de observacdo do LMS, o que é 1til para certos cendrios de rastreamento

1
1+ e—eli=1)
6('6) == d(Z) — U Wi 1
N Pquiwi Py
I+ n- E t; I”,_ 1 H.:

Wiz = Wi+ AP (d() — wiwiio1) (38)

I — ’l]_l P1— ; Pflieill

we; = wau + (1 — A)pui(d(i) — usawy,s)

a(d) = a(i — 1) + pee(d)u;(wy, — wa;—1)A(E)(1 — A(7))

A Fig. 11 mostra um exemplo da combinagdo paralela para o algoritmo 3.8,

3.2 Estruturas Incrementais

Historicamente, a estrutura incremental foi proposta como um rearranjo to-
polégico da forma paralela para combater o efeito da estagnagdo do algoritmo
CLMS. Nas combinagdes paralelas, o melhor que o supervisor pode fazer é apre-

sentar como estimativa global o melhor dos mundos: selecionar o transiente do
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Figura 7: A estrutura incremental para N = 2 FAs componentes.

Apesar da vantagem estrutural cooperativa, o projeto do supervisor no caso
incremental é mais envolvente, ja que os FAs cooperam diretamente. No caso
N = 2 filtros, em cenarios estacionarios, um projeto funcional é fazer o supervisor
ser guiado pelo erro médio quadratico. Isto pode ser obtido filtrando-se o erro
quadrético instantaneo, via a(i) = aa(i — 1)+ Be(i) para 0 <a<leB=1-«
para SNR alta e § = 0.1 (1 — «) para cendrios ruidosos. O resultado é mapeado
no intervalo [0,1] via alguma fungdo de mapeamento, por exemplo, a funcio

tangente hiperbdlica A(i) = tanh(a()/2).

Adotando-se esse supervisor, tem-se a contrapartida incremental LMS—LMS

do algoritmo CLMS (3.6) [3]

e(i) = d(i) — uwwi_;
a(i) = aa(i— 1)+ Be*(3)

A(E) = tanh(a(i)/2) (3.10)
wyp = Wiy + A0 paug (d(d) — wiwi—)

w; = 'LU1’1; + (1 — A(z))uguf(d(z) — uiwl,i)

Uma vantagem da estrutura incremental é a operagdo simultdnea dos FAs,

sem a restri¢ao de convexidade. Nao h4, de fato, razdo aparente para impor con-
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vexidade sobre o conjunto de coeficientes do supervisor; uma analise pércial, sob
estudo, confirma isto. Neste arranjo, os dois FAs operam durante o transiente;
conforme a o processo adaptativo avanga, o supervisor concentra-se progressi-
vamente no FA exato, que opera com um fator de contracao do passo v, que
permite diminuir o erro em regime, sem afetar a convergéncia. Um projeto fun-
cional neste sentido é uma variante do projeto convexo anterior, rearranjando o

mesmo Supervisor

Wi = Wi—1 + )\(z)ulu:‘(d(z) - uiwi_l)

wi = wii+ 7A@ + (1= A@))ue] uf (d(7) — wiwy,y) (3.11)

As Figs. 9 e 10 mostram a operag@o desta versdo simulténea (3.11) do arranjo
incremental LMS—LMS. Na Fig. 9 nota-se que a variante simultdnea consegue
convergir com a mesma taxa que o arranjo incremental (3.10), mas atingindo
nivel de erro 10dB abaixo dos outros sistemas. A Fig. 10 repete o exemplo da
Fig. 9 com o CLMS empregando o LMS mais lento com passo yuz, o que o
permite alcangar o mesmo erro do incremental simultdneo, contudo com tempo

de convergéncia expressivamente maior.

A estrutura incremental também contempla arranjos hibridos, com regras
adaptativas diferentes. Assim, a versdo incremental RLS—LMS da combinacio

paralela hibrida RLS-LMS (3.8) é dada por

e(t) = d(i) — uyw;_;
a(i) = aa(i—1)+ Be(i)

A(i) = tanh(a(7)/2) (3.12)

o 'PauiuPy
14+ 9 uPqu?

wi; = Wi—1 + A(@) P (d(i) — ww;—p)

B = gt P, , Po=¢I

wi = wig+ (1= A0))paui (d(E) — wswi—)
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Figura 8: Supervisores As(i) para o CLMS (3.6) e incremental (3.10) da Fig.9.

A Tig. 11 mostra a comparagdo das combinagoes paralela e incremental dos

FAs RLS e LMS. A superioridade da estrutura incremental é clara.

Derivou-se um algoritmo gradiente-descendente para adaptar o supervisor
incremental A(i), ao invés de empregar o erro filtrado. Contudo, esta abordagem

carece de mais investigacido, ainda néo tendo retornado resultados satisfatérios.

Um ponto importante das estruturas incrementais é que a associagao dos FAs
componentes ndo € comutativa, ou seja, o algoritmo RLS—LMS néo ¢ exatamente
igual ao algoritmo LMS—RLS. Isto ainda nao foi estudado, contudo as simulacoes

nao demostram grandes diferencas em relagdo & ordem dos FAs na cascata.

3.3 Capacidade de Rastreamento Incremental

Apesar do bom desempenho do supervisor incremental filtrado e do mesmo
apresentar bons resultados para SNR diversas [3], trata-se de um projeto ad-hoc,
e sua sintonia no caso genérico nao-estacionario, com sinais nao necessariamente

gaussianos, pode ser diffcil, ou mesmo apresentar desempenho insatisfatério.
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Figura 9: Comparagdo: p1-LMS e pe-LMS, LMS-LMS paralelo (CLMS),
LMS—LMS incremental (3.10) e incremental simultdneo (3.11) (INC-COOP1
e INC-COOP2).

O desafio de projetar tal supervisor adaptativo advém, principalmente, do
acoplamento explicito entre os FAs componentes no caso incremental; ndo é
possfvel desacoplar o projeto do supervisor adaptativo da adaptacgao dos FAs com-

ponentes, conforme ocorria na estrutura paralela. Assim, a cooperacio explicita,

embora estruturalmente vantajosa, dificulta o projeto do supervisor.

Como, entdo, utilizar a estrutura incremental de maneira eficiente, se o pro-
jeto de um supervisor incremental adequado ainda permanece um problema em
aberto? Ocorre que a organizacao dos FAs componentes no caso incremental gera
uma estrutura cooperativa em cascata, em que € possivel explora-la mesmo para

supervisores incrementais fixos, isto é, An (i) — An.

O cendrio-chave em que um supervisor fixo é 1til, podendo levar a uma consi-
derdvel melhoria de desempenho, é aquele em que a planta a ser identificada é nao-

estaciondria. I conduzida anilise de desempenho em ambientes ndo-estacionérios
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Figura 10: Comparacao: CLMS, CLMS com <yuq, e LMS—LMS incremental
simultdneo (INC-COOP2); ambos com vy = 0.1 [3].
para quantificar a capacidade de rastreamento das estruturas incrementais, em

particular de uma famflia de combinagoes incrementais da forma

wy = wi + A [d(E) — uiw;_q]

w = wp b (1= N Hyut[d@) — waw]. (3.13)

As matrizes H,;, n = 1,2, sdo dependentes dos dados e sdo definidas de acordo
com a regra de adaptacdo envolvida. Elas cobrem as regras LMS, NLMS e RLS,
entre outras, tal que as cadeias incrementais LMS—LMS (3.10) e RLS—LMS

(3.12), equipadas com supervisor fixo A, tornam-se casos particulares de (3.13).

3.3.1 Modelo de dados e conservacao da energia

A anilise de desempenho no sentido médio quadratico é conduzida via relacdes
de conservagio de energia (ECR - “Energy Conservation Relation”) [14]. O resul-

tado deste estudo produz modelos analiticos para o EMSE e MSE que descrevem



34

107

LMS (4=0.007)

C-RLS-LMS

RLS (n=0.95)

EMSE(dB)
S

INC-COOP.

0 500 1000 1500 2000
Iterations

Figura 11: RLS-LMS paralelo (3.8) e RLS—LMS incremental (3.12) (INC-
COOP1). Pardmetros obtidos de [4].
a capacidade de rastreamento de estruturas da forma (3.13) quando a planta sob

identificagao é ndo-estaciondria.

Os sinais envolvidos na implementagao da cascata incremental sdo usualmente
modelados como processos estocdsticos, ou seja d(i) e u;. Assim, as equagbes de-
termindsticas (3.13), que seriam implementadas em um processador digital de
sinais (DSP), tornam-se equagdes estocdsticas, que sdo um modelo para a com-

binacao incremental

w; =w; 1+ )\H11’U,;k[d(’l,) — ’Ulqj’u)j,,l] (314)

w; = wy + (1 — AN)Hyuf(d(i) — u;w. (3.15)

Além de estocdsticas, as equagoes que descrevem filtros adaptativos (e suas com-
binagbes) sdo sistemas ndo-lineares e variantes no tempo; diante disto, visando
tratabilidade matemitica torna-se necessario adotar hipdteses simplificadoras.

Estas hipGteses sio reunidas em um modelo de dados, descrito a seguir [24,32,33]:



o

. Existe um vetor wy tal que d(i) = wyw? + v(i);

O vetor de coeficientes desconhecido obedece nma lei do tipo “random walk”. ou seja

o __ (4] s
w; =Wy + qi;

. O ruido é modelado como uma seqiiencia emn que {v(i)} é i.i.d. com variancia constante

oy = Elu(i)|*
O ruido {»(7)} é independente do sinal %; para todo i, j;

- . Fl - .- s yay ros
A sequéncia de vetores {g;} possui matriz de covariancia @ £ Eq;q] ¢ é independente

de {v(i),u;} para todo i, j;

As condigoes iniciais {w_,, w?, } sdo independentes de todos os sinais {d(j), u;,v(j), ¢;}:
A maltriz de covariancia do regressor é denotada por R, = Buju; > 0

As varidveis {d(i), v (i), ui, ¢} tem média nula;

O vetor de coeficientes w{ tem média constante w?;

Para prosseguir, ¢ conveniente para a andlise colocar as duas equagoes recur-

com

Em

sivas da combinagido em uma tnica recursdo em termos de uma matriz H; que

depende dos dados; substituindo-se (3.14) em (3.15) tem-se

w; = WwW; 1+ ng:e(z) (316)

H; = [\Hy+ (1~ N Hzi(1 - Al )] (3.17)

que H; é uma matriz que depende do sinal regressor w(i), e ||u;||3;, £ w; H;u?

é a norma ponderada de ;. No caso geral, ||z||} = 2Zz*.

As técnicas ECR sdo um balanco de energia sobre a equacio do sistema
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adaptativo a partir das seguintes definigoes de erros a priori e a posteriori

8

o A .

W, = (w! ; —w;_;) vetor de erro nos coeficientes

Q €ali) = w(w? — w;_1) erro de estimacao a priori (3.18)

e,(i) = uw; erro de estimagdo a posteriori

.

O objetivo é determinar modelos analiticos para a combinagao incremental

adaptativa das quantidades EMSE e MSE em regime permanente, definidos como

EMSE = ¢

E |eq(i)|* (3.19)
MSE = ¢ £ Ele(d)]? (3.20)
Pelo modelo de dados, tem-se
e(t) = d(i) —uw,

= w;w] + v(i) — ww;—

= ey(i) +v(i) (3.21)
Assim, calculando-se ¢ determina-se £ via

E=(+o) (3.22)

O primeiro passo ¢ manipular as equacoes recursivas da combinacao incre-
mental para expressd-las em termos das quantidades de erros recém definidas. A
partir da ECR resultante, é possivel derivar uma relagiao de varidncia que permite

calcular o EMSE e o MSE da combinagao (Para detalhes, veja [14], [26]).

Subtraindo (3.16) de w? resulta em

(w] —w;) = (wf — w;y) — Hyuje(i). (3.23)
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pré-multiplicando o resultado por w; e usando as definigoes de erros (3.18) leva a

ep(i) = eald) — ||uill, e(d). (3.24)

Isolando-se e(i) em (3.24) e substituindo em (3.23) tem-se

ﬂBa() (w) —w;y) + ”H?”Hl; ep(i) - (3.25)

(o = 204) +

A equagio (3.25) envolve as defini¢oes de erros a priori e a posteriori; o balanco
de energia ¢ feito sobre ela em termos destes erros. Desta forma, usando H '
como uma matriz de ponderacao e ignalando as normas quadréticas ponderadas

em (3.25) obtém-se
lw? — w3 + () |ea(d)]? = llwf — winal3- + ) lep @), (3.26)

em que 7i(i) £ (||uill3,)t = T ”2 , se u; # 0 ou igual a zero caso contrario, com

I representando a pseudo-inversa [34].
3.3.2 Relacgao de Variancia

Tomando-se o valor esperado em (3.26) tem-se que
Bl -+ + ER(i) ea(i)? = Bllwf — wia |y + BR)|e, () (3.27)
Usando o modelo random-walk para w{ no lado direito de (3.27) chega-se a

B[} + Er(i)|ea(d)? = Ell®i-1[l3- + Ellgill}- + Bai)|e, (@)

(3.28)

Em regime permanente (i — 00), ¢ razodvel assumir que w;_; ¢ independente

de w;; assim, como H; é uma funcao de u;, tem-se pela definicio de norma
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ponderada que

E|l@ill}y- = Bllwilpy = Bl

EH’(IM—l”iIi—l = E||"I)i—1“2EHi—1ZEHI'I)i—lnl%I—I

onde assumiu-se (em regime) que H £ EH,, e utilizou-se a aproximacao F (Hi_l) ~~
[E(Hi)]_l = H™'. Ainda, apés a convergéncia do filtro, é de se supor que
E||w;_1|3-1 — E|lwi|?%-.; também considerando o modelo de dados, (3.28)

resulta em
En(i)le.d) = Bllgll %1 + En(i)le, (i) (3.29)
Aplicando-se (3.24) em (3.29) chega-se a relagdo de varidancia

E|uili|e@)” + Ella;| - = 2RAEe; (i)e(i)} (3.30)
3.3.3 Rastreamento e supervisor 6timo

Da relagao de varidncia (3.30) pode-se calcular expressoes para o EMSE e o
MSE em regime permanente. Aplicando (3.21) em (3.30), e invocando o principio

da separagio [14] (em regime permanente ||u;||% independente de e,(i)) tem-se
2E|eq(i)|* = oy Elluillfy + Elluil Elea(d)]* + Bllgillf-, (3.31)

Em (3.31) o termo E|e,(i)|* é a prépria definicio de EMSE. Desta maneira,
substituindo E||u;||% = Tr(R.H) e E||qi|%-1 = Tr(QH™') em (3.31) resulta no
EMSE da familia de arranjos incrementais da forma (3.13), quando rastreando

um sistema nao-estaciondrio:

. o2Tr(R,H) + Tr(QH™)

¢ 2 — Tr(RoH) 6:32)
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O MSE é obtido diretamente por (3.22)

§=(+o] (3.33)

Ambas as Equagbes (3.32) e (3.33) valem sob as premissas adotadas no
modelo de dados e requerem o célculo dos momentos R, e H, que dependem do

sinal de entrada u(7) e das regras adaptativas adotadas para os FAs componentes.

Dependendo da natureza da matriz H, que captura as regras de adaptacao
dos FAs componentes, do grau de nao-estacionaridade 03 e do nivel de ruido o2, é
possivel determinar o(s) supervisor(es) étimo(s) A° que minimiza(m) ¢ em (3.32).
Contudo, a solucao pode nao ser determinada na forma fechada, para regras adap-
tativas complexas. Solugoes podem ser encontrada via gradiente descendente, ou

na forma fechada para regras mais simples

X =DIVA(A) =0},  Vi(Z) >0 (3.:34)

O valor 6timo A° para o supervisor incremental pode ser usado nas imple-
mentagoes incrementais, ou pode ser visto como um resultado téorico que deve

guiar o projeto de futuros supervisores incrementais adaptativos.

Nas préximas segoes, o modelo (3.32) sera particularizado para as com-
binagoes incrementais LMS—LMS e RLS—LMS e validado através de simulacoes,
comprovando o bom desempenho das estruturas incrementais para rastreamento,

especialmente se comparadas as combinagoes paralelas.
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3.4 LMS—LMS

Por conveniéncia, repete-se as equagoes do algoritmo LMS—LMS

Wy; = Wi + )\/Llu;k (d(l) . uiwi_l) (335)

w; = Wigs -+ (]. . )\)‘UQ’U,: (d(l) — ui'wl,i) (336)
Neste caso, tem-se para as matrizes Hy; e Hy;

Hl,,; =/,LlI, Hgﬂ; Z[,LQI (337)

H

em que f € [g sao os passos de cdlculo adotados para os FAs LMS, definidos

como

T o P Tollo
' Mo2 2T Mo?2

(3.38)

em que 0 < p, < 1 e, € [0,1] é um pardmetro que quantifica a razao /.
Os passos sao definidos de maneira que p; € rdpido mas garantidamente estével,
e pg implementa o filtro preciso, sendo ajustado cerca de uma ou duas décadas

abaixo de p; (0 <7, < 1). Para a matriz H; tem-se

H; = D+ (1= Npa(l = M Jwafl®)] - T, (3.39)
que prontamente leva a

H= D+ 1= Npol = M Tr(Ry)]] - 1 (3.40)

do qual pode-se calcular o EMSE (MSE) por (3.32) e (3.33).

Usando (3.40) em (3.32) gera-se superficies de desempenho em funcao de
Io € de A, que sao ilustradas nas figuras na sequéncia. Regressores sao Gaus-
sianos, brancos ou altamente correlacionados. Para obter sinais correlaciona-

dos, filtra-se um sinal branco via processo auto-regressivo de primeira ordem

V1I—-02/(1—b2z71), b = 0.98. A ordem do sistema desconhecido é M = 20,
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2:
q

02 =1e 02 = 0.1 Parao caso ndo-estaciondrio, ag =107% (o

u 0 recupera

0 caso estaciondrio). As curvas foram geradas com 200 realizacoes, e tirando a
média temporal das ultimas 300 amostras das curvas para célculo dos valores em

regime permanente.

A Fig. 12 mostra a superficie do EMSE para sinais correlacionados e planta
estacionaria (02 = 0); conforme A — 0 (resgata o filtro preciso) e gy — 0, o

EMSE tende a zero, o que é esperado para cenérios estaciondrios, e o supervisor

incremental fixo 6timo é trivializado \° — 0.

Um exemplo de planta nao-estaciondria é apresentado na superficie da Fig.

13, que repete os dados da figura anterior, mas agora com og = 10"%. Nota-se
que existe uma infinidade de pares [u,, A°] em que a estrutura é universal, com a

combinagao atingindo erros menores que os FAs componentes individuais.

Comparagdes entre a estrutura incremental e a paralela (rotuladas CLMS)
sao feitas nas Figs. 14 e 15, obtidas para y, = 0.3 e p, = 0.6, respectivamente,
e simuladas para A fixo no intervado [0,1]. Na Fig. 14 é nitida a superioridade
da estrutura incremental para toda a faixa de A. J4 na Na Fig. 15, com passos
maiores, a combinagao paralela divergiu para todo A. A estrutura incremental
permaneceu estavel e universal para 0 < A < 0.6. A divergéncia foi causada
pelo correlacionamento dos dados e valores de passo altos. Em ambas as curvas,
nota-se boa concordancia entre o previsto pelo modelo tedrico desenvolvido e os

resultados de simulagao.

Um fato importante vem da equagdo (3.39): ela sugere que a estrutura incre-

mental LMS—LMS pode ser motivada como um FA LMS com passo varidvel
p(d) = M + (1= Apia(1 = Mg |ue?) (3.41)

Desta forma, a estrutura incremental implementada como em (3.35) est4 sujeita

ao limite teérico de desempenho aquele de um FA LMS em regime de rastrea-
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Figura 12: Superficie de desempenho LMS—LMS: EMSE em fungdo de A e y,.
Caso estaciondrio (o2 = 0) e correlacionado com o2 = 1 e 02 = 0.1. A estrutura
ndo apresenta universalidade.

mento, no qual é possivel determinar um passo 6timo ;° que minimize o EMSE.
No contexto da combinacdo incremental, é possivel achar diversos valores de A
tal que o valor médio do passo em (3.41) seja igual a u°. Isto ocorre porque a
estrutura de dados adotada usa o mesmo par de dados {d(i),u;} para todos os
N = 2 FAs (também vale para N > 2). Este modo de operagdo é denominado
compartilhamento de dados. Outra possibilidade é o reuso de dados, que emprega
uma massa de dados maior na cascata de filtros, e faz o desempenho resultante

superar com larga vantagem o LMS simples, particularmente para N > 2. Isto
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Figura 13: Superficie de desempenho LMS—LMS: EMSE em fungio de A e p,.

Caso nao-estaciondrio (o2 = 107°), correlacionado com o2 = 1 e g7 = 0.1. A

estrutura é universal, com diversos A® nao-triviais em funcao de .

serd abordado no proximo capitulo.

3.5 RLS—LMS

O algoritmo RLS—LMS é a contrapartida incremental do algoritmo para-

lelo RLS-LMS (3.8). Para facilidade de referéncia, coloca-se novamente as suas
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equagoes para supervisor fixo A

_'l *
sig 0~ Pioyuju Py -1
i = Pi-— — 3 P_ —= I 3.42
P ?? 1 1+T}“—1?£§R_IUEJ s 1 € ( )
wyi = Wiy + AP (d(i) — wyw;—) (3.43)
wy = wyg+ (1= A)pw](d(?) — wiw ;) (3.44)

O arranjo incremental RLS — LMS procura aliar o efeito “branqueador”
indireto do FA RLS com a janela de observagao instantanea do LMS, o que é util
para cendrios adversos, como na identificacdo de sistemas nio-estaciondrios em
que o sinal regressor u(i) é (altamente) correlacionado. E possivel explorar, ainda,
estruturas mais simples de implementacio do RLS [35], o que serd conduzido em

trabalhos futuros.

Para a combinagio (3.42), tem-se

Hl'é = R e Hg,i = /J/I (345)

?

em que P; é obtido pela recursao [32],

7 Pjulu Py

L a1 P ;=
R m =1 1+ ?;_1u¢P§_1u;‘-_‘

, Py=¢1, (3.46)

com € um parametro de regularizacao, 7 o fator de esquecimento, I a M x M

matriz identidade, relembrando que p = p,/(Mo?2), pu, € (0,1]. Portanto,

H, = AP, + (1~ 3)(1 = A3, (3.47)

Para calcular o EMSE ¢ MSE da estrutura, é necessario determinar EH; a
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Figura 14: Aba(:os EMSE x A para LMS—LMS: teoria (curva de baixo magenta),
simulagao (curva do meio preta) e combinagao paralela (curva de cima ciano);
Yo = 0.3, 1, = 0.01 e d? = 1078, A estrutura incremental é universal e claramente
superior & combinagao paralela.

partir de (3.47). Em regime permanente, com ¢ — oo, é razodvel calcular

R
Ol 2l — w4 bl 3,48
EP, T (3.48)
EP, ~ [E(BY)'=(1-nR,'=P (3.49)
Eluwls =~ Elul?=Tr(R.P)=(1-n)M, (3.50)
resultando em
H={X1—-nR 4+ p(l = N1 = A1 —n)M]}. (3.51)

Substituindo (3.51) em (3.32). junto com (3.33) retorna o ENISE (MSE) da estru-
tura incremental RLS—LMS. E uma fun¢ao de vérios parametros; neste trabalho
fixa-se y e M e, para uma dada I, e @, estuda-se o comportamento de ¢ termos

de p, e A

As Figs. 16 e 17 ilustran a superficie de desempenho de rastreamento EMSE
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Figura 15: Abacos EMSE x A para LMS—LMS: teoria (curva de baixo magenta),
simulagdo (curva do meio preta); a combinagdo paralela divergiu; 1, = 0.6, 7, =
0.01 e 02 = 107%. A estrutura incremental é universal e estdvel até A = 0.6. A
combinacao paralela divergiu para todo A.

em fungdo de p, (pardmetro do LMS) e A (pardmetro do supervisor). Sdo con-

siderados sinais brancos e correlacionados, em ambientes estaciondrios e nao-

estaciondrios.

Os mesmos cendrios (quando aplicdvel) da Se¢do 3.4 sao empregados. O fator
de esquecimento do RLS é n = 0.98, o parAmetro de regularizacio é ¢ = 10 ° e a
ordem do sistema é M = 20. As superficies de desempenho (a) e (b) na Fig. 16
exploram o caso estacionério correlacionado (a) e ndo-estacionério correlacionado
(b), sugerindo uma universalidade trivial, ou seja, conforme varia-se i, 0 erro é
minimizado ou para A — 0 ou para A — 1, indicando que a melhor opcéo é usar

um dos FAs individuais. O caso estacionario branco é muito similar e foi omitido.

Por outro lado, é notdvel a universalidade pelo formato convexo no caso
correlacionado nao-estaciondrio na Fig. 17. Conforme varia-se pu,, existe um

supervisor étimo nfo-trivial A°. A superficie sugere que aumentar pu, > 1 leva-
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Figura 16: Combina¢ao RLS—LMS. Casos estaciondrio correlacionado (a) e ndo-
estaciondrio branco (b). A estrutura ndo apresenta universalidade nestes casos.

ria. a erros ainda menores; contudo isto pode instabilizar a combinacao, dado o
alto correlacionamento dos sinais. A superficie também sugere um projeto mais
conservativo: diminuindo u, ndo hé piora significativa no erro, e tem-se uma

estrutura incremental mais estdvel.

Nos préoximos trés exemplos sao comparados os desempenhos de rastreamento
com supervisor fixo convexo dos algoritmos RLS-LMS paralelo e RLS—LMS
incremental. As curvas EMSE sao geradas para p, = 0.2,0.4,0.9 e para A €
[0,1]. A planta ndo-estaciondria é inicializada com w?, obtido de um processo
Gaussiano branco de variancia unitaria e segue o modelo random walk com 03 =
107, Os regressores sao correlacionados e gerados de acordo com a Secao 3.4,

comol=1,02=10"2n=0.98, ¢=10"%

v

A Fig. 18 mostra os dbacos comparando o EMSE das estruturas incremental
e paralela em regime permanente para u, = 0.2; também foi determinado nume-
ricamente o supervisor incremental étimo A° = 0.35. A estrutura incremental é
claramente universal e superior & paralela. Esta figura pode ser entendida como
uma fatia em u, = 0.2 da superficie na Fig. 17. Observa-se boa concordancia

entre a curva tedrica e a simulada. A Fig. 19 apresenta as curvas de aprendi-
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Figura 17: Combinacao RLS—LMS. Casos nao-estaciondrio correlacionado. A
universalidade ¢ nftida, com o erro diminuindo conforme y, aumenta.

zado correspondentes para A = 0.4, com uma melhoria de aproximadamente 445
em relacdo a estrutura paralela. Observa-se boa concordincia entre as curvas

simulada e tedrica.

As Figuras 20 e 21 repetem as simulagoes anteriores para, p, = 0.4. Devido ao
alto grau de correlacionamento do sinal de entrada, o filtro LMS fica & beira da,
divergéncia, o que influencia diretamente a combinagao paralela, desestabilizando-
a. A estrutura incremental foi capaz de se manter universal e estdvel para quase
toda a faixa de A; isto ocorre devido a cooperagdo direta entre os FAs compo-
nentes, um FA estabilizon o outro, o que nao acontece no caso paralelo. Isto é
observado claramente nos dbacos (Fig. 20) e nas curvas de aprendizado geradas

para A = 0.6 (Fig. 21).
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[Figura 18: Abacos EMSE x A para RLS—LMS (Teoria e simula¢io) e combinacio
paralela; g, = 0.2 ¢ a,f = 1071, Em azul tracejado o supervisor 6tima X\°.

As Figs. 22 (a) e (b) abordam o mesmo cendrio, apenas aumentando o passo
para fi, = 0.9, enquanto A = 0.6. Dos FAa individuais. o RLS converge e o LMS
diverge. Por isso, o caso paralelo com supervisor fixo (CVX,) diverge em todo
intervalo A € [0, 1] e ndao é mostrado. Também foi simulado a combinagao paralela
com supervisor adaptativo (i) dado por (3.8) (CVXy), mas também nao houve
resposta adequada, mostrando a maior sensibilidade da combinacao paralela. Em
contrapartida, a estrutura incremental é estdvel para A > 0.5, e o desempenho
foi melhorado ainda mais em relagio aos exemplos anteriores, com uma melhoria

de cerca 7dB em relagido ao nico filtro que convergiu, o RLS.

A Fig. 22-(b) é a versio ampliada das curvas convergentes da Fig. 22-(a), e
ilustra bem o efeito de estabilizacio imposto pelo arranjo incremental: Mesmo
com um passo grande (y, = 0.9), a estrutura incremental é capaz de recuperar
a instabilidade em potencial do filtro LMS, além da melhoria da capacidade de
rastreamento frente ao FA individual RLS. A combinacao divergiria para valores

pequenos de A, porque o componente RLS seria minimizado.

A Fig. 23 apresenta dbacos ilustrando o comportamento universal da estrutura
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Figura 19: Comparagdo para f, = 0.2 e A = 0.4: RLS—LMS simulado (preto) e
teoria (tracejado); e combinagao paralela. Rodadas 500 realiza¢oes.

incremental para diferentes graus de nao-estacionaridade (02). Observa-se uma
melhoria em desempenho da combinagio incremental de cerca de 5dB sobre os

FAs componentes. Isto se mantém para uma ampla faixa de 03.

Ao contririo do que ocorre com a estrutura LMS—LMS, a combinacio hibrida
RLS—LMS néo pode ser motivada nem como um RLS, nem como um LMS de
passo varidvel. Analisando a natureza da matriz H;, ha a parcela A P; referente ao
RLS, mas ponderada pelo supervisor A. H4 ainda a parcela p(1—X)(1—Alju;||}3 )1,
que vem da perturbagdo incremental do LMS; esta parcela pode ser entendida
como um fator de regularizacdo varidvel o que, de fato, foi confirmado pelas
simulacbes, em que se observa o efeito estabilizador da combinacio incremen-
tal sobre os FAs individuais. Contudo, ndo se trata, apenas, de um algoritmo
RLS regularizado; embora possa ser escrita como uma recursdo simples, no-
vamente efeito do compartilhamento de dados (ver préximo capitulo), a atua-
lizagao de w;_1 é composta de duas parcelas que nao sio colineares, como ocor-
ria no caso LMS—LMS. H4 a parcela MPu;(d(i) — ww; 1), que ndo aponta,
na mesma dire¢do que o gradiente estocdstico u}(d(i) — wsw;—_y1); e hd a par-

cela (1 — X)(1 — Mlusl|%,)w; (d(i) — wswi—1) que estd alinhada com o gradiente
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Figura 20: Abacos EMSE x A para RLS—LMS (Teoria e simulagdo) e combinagdo
paralela; p, — 0.4 e 02 = 10
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Figura 21: Comparagao para i, — 0.4 e A = 0.6: RLS—LMS simulado (preto) e
teoria (tracejado); e combinagdo paralela. Rodadas 500 realizagfes.

estocastico. A combinacdo destas duas parcelas gera um novo algoritmo com
caracterfsticas préprias, distintas dos FAs individuais RLS e LMS, e que foi indu-
zido pela combinagao incremental hibirda de FAs. E um campo muito promissor:

combinacio incremental hibrida de filtros adaptativos.
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Figura 22: (a) Comparagdo para g, = 0.9, A = 0.6 e 02 = 107% Os FAs
individuais LMS e RLS; a estrutura RLS—LMS; a combinagédo paralela com A fixo
(CVXy) e com (i) adaptativo (CVX,). Sinais correlacionados, 500 realizagoes.
(b) Versdo ampliada das curvas convergentes.
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Figura 23: Abacos para RLS—LMS para diversos valores de nrf e o = 0.2.
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4 REUTILIZACAO DE DADOS EM
FORMAS INCREMENTAIS

Reutilizagao de dados séo técnicas bem estabelecidas de melhoria de desem-
penho de FAs. Consiste em processar vérias vezes o par de dados atual, denomi-
nado compartilhamento de dados, ou iniimeras vezes a massa de dados composta
pelos dltimos K consecutivos pares de dados, denominado reuso de dados. Am-
bas as técnicas sdo genericamente referidas neste trabalho como reutilizaggo de

dados [19], [20], [13,21-23], [36], [37].

No capitulo anterior foram estudadas cadeias incrementais curtas (N = 2)
operando no modo de compartilhamento de dados, o que é o modo adotado nos
trabalhos de combinagdes consultados na literatura [1,3,4,7-10], [28-31]. Em
verdade, as combinagGes existentes ndo abordam explicitamente a questdo da
reutilizagao de dados; empregam tacitamente o mesmo par de dados para todos

os FAs componentes.

As diferentes regras adaptativas existentes, aliadas aos dois modos de reuti-
lizagdo de dados, levam a uma mirfade de combinagdes de filtros, com desempe-

nho, caracteristicas e complexidade computacional diferentes.

Neste capitulo coloca-se o problema de reutilizacao de dados no contexto de
combinagoes de FAs, em particular, estruturas incrementais com cadeias mais
longas N > 2 [11]. Motiva-se o uso de uma massa de dados maior, como uma

extensao do modo de compartilhamento de dados, em que cadeias incrementais
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com tamanho arbitrario e equipadas com regras de adaptacao da familia LMS
sao estudadas. As estruturas resultantes, se bem projetadas, superam em desem-
penho algoritmos de reuso de dados bastante celebrados na literatura, como o
algoritmo de projegoes afins (APA) [13,14], e com complexidade computacional

menor.

Continua se explorando o uso de supervisores fixos, que pode ser usado com
eficiéncia no cenario deste capitulo, com cadeias incrementais longas e com reu-

tilizacao de dados.

4.1 Algoritmo LMS Incremental

A regra de adaptagao LMS é frequentemente adotada por sua robustez intrinseca,
estabilidade [18] e simplicidade computational [25]. O seu uso dentro da for-
mulagao de combinagdo incremental de filtros, com técnicas de reutilizacio de

dados, leva a resultados bastante promissores.

4.1.1 Técnicas de Reutilizacao de Dados

Reutilizagao de dados pode ser implementada usando K > 1 vezes o par de
dados atual {d(7),v;}, denominada compartilhamento de dados (“Data Sharing” -
DS). Um dos primeiros algoritmos a operar desta maneira, é o Data-Sharing-
LMS [37], ou usando a notagdo de teoria de sistemas, {LMS}¥, que implica na

utilizagao de N filtros LMS em cascata incremental

T & Tha (4.1)
Wi = Wkt 4 petel (d(E) — wiwp_1,) (4.2)

Wi WK i (43)



{d(i),u}

Figura 24: Compartilhamento de dados em estruturas incrementais.

Neste algoritmo, a regra LMS opera K > 1 vezes sobre o mesmo par de da-
dos atual {d(i),u;}. E possivel mostrar que, na condigao limite K — oc, este

algoritmo tende ao algoritmo NLMS (LMS normalizado) [36].

O outro modo de reutilizagio de dados opera sobre o conjunto dos 1iltimos
K pares de dados {d;, U;}, capturados no vetor K x 1 de sinais desejados e na

matriz K x M de regressores

d = col{ d(i), d(i—1), ... , d(i — K +1)} (4.4)

U,' — CO!{ Uiy Ui—1y <0 ;”i—K-{-I} . (45)

Este modo é denominado reuso de dados.

Dois algoritmos de reuso de dados celebrados na literatura siio o TRUE-LMS

(Cujo nome é derivado de problemas de otimizagao distribuida [6])
w; = wi—y + plle; (4.6)
e o e-APA

w; = wi_y + pUS (el + UUS) e (4.7)
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Figura 25: Relacao entre as varias estratégias de reutilizaciao de dados.

em que o vetor de erros em ambos os algoritmos é dado por

€; = di e ini_l (48)

2
73

E possivel mostrar que, conforme % — 0, o algoritmo e-APA tende ao TRUE-
LMS [11]. Apesar de relacionados, o APA apresenta desempenho superior ao
TRUE-LMS na maioria dos cenérios [12,13]. A Fig. 25 ilustra a relacio entre
os algoritmos de reutilizacdo de dados abordados nesta se¢do, e o0 novo arranjo

incremental desenvolvido na sequéncia.

4.1.2 Reuso de Dados em Combinagoes de FAs

Na literatura, as combinaces de FAs operam no modo compartilhamento de
dados, explorando somente o par de dados atual {d(4), u;}. A extensdo conceitual
consiste em introduzir as técnicas de reuso de dados no arcabougo de combinacéo
de filtros. Ao invés de operar no modo compartilhamento, cada filtro componente
n explora o par de dados {d(¢ —n + 1),%_n41}, com n = 1,..., N. E possivel

fazé-lo tanto nas estruturas paralelas, como nas estruturas incrementais.

Revisitando a estrutura paralela com cyclic feedback (3.7), e incorporando
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reuso de dados, tem-se (omitiu-se o projeto do supervisor)

Wpi—1 = Opwi—q + (1 = 51&)'!Un,-£—1.
Wni = W1+ Pntly ; (dn(E) — Up Wy i) (4.9)

N
w; = Z/\n(i)wn,i
n=1

De forma andloga, incorporando reuso de dados na estrutura incremental leva

Wo, < Wi
do(t) = di—n+1); Uni=U_np
Wni = wﬂ.—l,s' + iA1".5 (i)ﬂ'nu;'@ (d-n(z) me un,w‘.wn—l,i) (410)

W; — Wy

E interessante notar que é possivel recuperar as combinagdes convencionais
de compartilhamento de dados paralela (3.7) e a incremental (3.10), fazendo-se
Up; = u; € dy(2) = d(i) em (4.9) e (4.10). No caso paralelo, fazendo-se L — oc a
estrutura paralela padrao sem realimentagéo é recuperada; para N = 2 recupera-

se o algoritmo CLMS (3.6).

Uma consequéncia importante da formulagao (3.7) e (4.10) é que os algoritmos
de reutilizagao de dados apresentados na Subsegao 4.1.1 podem ser interpretados
como combinag6es com supervisores fizos. Por exemplo, na combinacio (3.7)
fazendo-se N = K, L = 1, p, = p, e (i) = 1/N recupera-se o algoritmo
TRUE-LMS (4.6). De maneira similar, na estrutura incremental com N = K,

Mn = fh, An(%) = 1, recupera-se o algoritmo {LMS}V (4.1).
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Figura 26: Reuso de dados em estruturas incrementais.

4.1.3 A regra LMS e reuso de dados

A questdo subliminar que se poe é: Qual a melhor maneira de se usar a massa

de dados disponivel? Ou, matematicamente
{di, Ui} — ps (4.11)

isto é, como construir uma regra adaptativa f(-) que leve a um vetor de atua-
lizagao p; que otimize a adaptagéo, digamos, em termos de taxa de convergéncia,
sem aumentar proporcionalmente a complexidade computacional? Ou, posto de
outra forma: fixando-se a complexidade computacional, como melhorar o de-
sempenho? Nas regras adaptativas cldssicas, as duas coisas vem atreladas, néo
sendo possivel aumentar consideravelmente o desempenho sem pagar o preco da

(grande) complexidade computacional extra.

A conexéo existente entre o APA e o TRUE-LMS sugere uma possibilidade
de melhoria deste 1ltimo algoritmo, na tentativa de torna-lo comparsvel ao APA

38], [39]. Neste sentido, a fungéo custo do TRUE-LMS é dada por [11]
K
Jrrue(w) = Eleg(w)? (4.12)
k=1

em que ex(w) = d(i — k + 1) — u;_py,w. E um resultado conhecido da teoria
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de otimizagao distribuida que se uma funcao custo pode ser decomposta como
em (4.12), dois métodos de otimizagio haseados no gradiente-descendente sio

possiveis.

O método do gradiente total, ou “TRUE-GRADIENT” (que d4 origem ao
TRUE-LMS) calcula a cada iteragdo ¢ todos os gradientes intermedisrios V.Jj(:)
na mesma estimativa global corrente w;_; [6]. Outro método, conhecido como
gradiente incremental, calcula cada gradiente intermedidrio V Ji(+) em estimativas

intermedidrias w1, obtidas na fungdo custo intermedidria anterior J; ; [5].

No contexto de combinagao incremental de FAs, o que se introduz é a pos-
sibilidade de balancear desempenho e complexidade computacional, e de forma
robusta, com a adogao da regra LMS. Assim, o algoritmo LMS de reuso de dados

incremental, denominado DR-{LMS}¥, ¢ dado por

Wo,i < Wi—1
k = i—(n—-1) mod N
Wni = Wpo1i+ ppti(d(k) — ugwn_1,) (4.13)

wW; < WnN,

emquen =1,...,Nek=14-(n—-1) mod N. Notase em (4.13) o desa-
coplamento entre a indexagdo do FA componente n e o par de dados k. Isto
implica que o conjunto de dados pode ser usado vérias vezes, fazendo n percorrer
a massa de dados novamente quando n > K, ciclicamente. Este desacoplamento
permite um bom compromisso entre a complexidade computacional permitida,
e o desempenho necessdrio. Permite, também, ajustar o tamanho da janela de
observagao K, de maneira independente do nimero de incrementos N, o que é
bastante importante em cendrios nao-estacionarios e quando o sistema observa

sinais correlacionados.

A recursdo em (4.13) envolve o emprego de N filtros LMS, que é um regra ro-
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Figura 27: Comparagdo: APA versus DR-{LMS}". Sinais brancos em cenrio
estaciondrio, com K=10.

busta, levando a uma complexidade computacional global de O(NAM). Portanto,
requer menos operagdes que o APA em sua forma tradicional (O(K?M)) [14] ou
de versoes rdpidas do algoritmo (O(3K?) + O(K M)) [40] para uma ampla faixa
de N.

Intimeras simulagdes mostram que o DR-{LMS}¥ é capaz de atingir o mesmo
desempenho, ou mesmo superar o APA, e operando com menor complexidade
computacional. A seguir, o algoritmo DR-{LMS}" é comparado ao APA em

diferentes cendrios de identificacdo de sistemas.

As Figuras 27, 28, e 29 apresentam a evolu¢io dos algoritmos em cendrios esta-
ciondrios com M = 100, w® = col{1}/vV'M, po = 0.05, papa = pio, fin = pio/Mc?
e z(i) e v(i), sequéncias Gaussianas com média nula e i.i.d., com varidncias 02 = 1
e o2 = 1073. Para sinais de entrada brancos, u(i) = (i), e para entradas corre-
lacionadas, u(i) = au(i — 1) + V1 — a?z(i), com o = 0.95. A Fig. 30, além do
sinal de entrada colorido, também simula um sistema nao-estaciondrio de ordem

M = 60, modelado como um processo random walk wf = w¢ | + g;, em que gq; é



62

0 500 1000 1500 2000 2500 3000
lteration

Figura 28: Comparac¢ao: APA versus DR-{LMS}?. Sinais brancos em cendrio
estacionario, com K=20.

Gaussiano, média nula e i.i.d, com matriz de covariancia R, = 621, ¢ 07 = 1075,
conforme ja usado no capitulo anterior. Neste caso, papsa = 0.1 e u, = 0.003.

Todas as curvas foram geradas promediando 100 experimentos independentes.

O algoritmo DR-{LMS}¥ é capaz de igualar, ou mesmo superar, o desem-
penho do APA, e para N relativamente préximo a K, o que significa que sua
complexidade é menor que a implementacdo cldssica do APA, ou mesmo que

implementagdes rapidas do mesmo [14,40].

Outra propriedade interessante do DR-{LMS}¥ ¢ o balanco entre erro em
regime e velocidade de convergéncia imposto pelo nimero de FAs componentes
N, de forma muito similar ao compromisso existente em termos do passo de

cdlculo em FAs individuais [14], conforme ilustram as Figs 27 e 28.
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Figura 29: Comparagdo: APA versus DR-{LMS}?¥ (INC-DR-LMS). Sinais cor-
relacionados em cenério estaciondrio, K=10, N=20.

4.2 Algoritmo Sign-error LMS Incremental

A secao anterior propde o algoritmo LMS incremental equipado com reuso de
dados como uma maneira computacionalmente mais simples de atingir o nivel de
desempenho do algoritmo de projegdes afins (APA), porém operando uma regra

LMS.

Assim, um arranjo incremental de intimeros FAs LMS observando a mesma
massa de dados que o APA, é capaz de apresentar o mesmo (ou melhor) desem-
penho com um custo computacional menor. Seguindo esta estratégia, coloca-se
a questao: Os filtros LMS sao os menores quanta de adaptacdo? “Is there still
room at the bottom?” [41] E possivel combinar partfculas de adaptagio menores

que o LMS, reduzindo a complexidade, sem prejuizo em desempenho?

Uma solugdo pioneira no sentido de diminuir a complexidade do ja simples

LMS, foi o algoritmo sign-error LMS (se-LMS) [14, 15, 42], cuja recursdo para
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Figura 30: Comparagio: APA versus DR-{LMS}" (INC-DR-LMS). Sinais cor-
relacionados em cenério ndo-estaciondrio, K=10, N=20.

sinais Reais ! é
w; = Wiy + pu] signfe(d)] (4.14)

em que e(i) = d(i) — y(i) e y(i) = ww;1. O algoritmo se-LMS é capaz de
reduzir a complexidade do algoritmo LMS pois elimina a necessidade de se mul-
tiplicar o regressor u; pelo sinal de erro a cada iteracdo. Além disso, se o passo
de célculo p for escolhido como uma poténcia de dois, as multiplicacoes por j sdo
implementadas como bit shifts. As tnicas multiplicacoes necessérias sdo aque-
las envolvidas na estimativa y(i) = ww; 1, que pode ser implementado usando

aritmética distribuida (39,43, 44|, tal que apenas uma multiplicacdo restaria.

Apesar de mais simples, o algoritmo converge de forma mais lenta que o
LMS e é enviesado, convergindo para uma regiao préxima a w?®, dentro de uma,
hiperesfera cujo raio é proporcional ao passo de célculo empregado [42]. Em sendo
uma variante da regra LMS, o algoritmo se-LMS é um candidato & filtragem

incremental. Adotando-se supervisores fixos A, = 1, a recursio incremental para

!Nesta segfio os sinais sio compostos de nimeros Reais,
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Figura 31: Comparagio caso branco estaciondrio: se-LMS, LMS e {se-LMS}¥
em ponto fixo (16 bits). Sign-error: p = 0.004; LMS: pu = 0.083; e {se-LMS}":

N=9, g, =273

N células do algoritmo se-LMS, ou {se-LMS}¥, fica

Wy
en (1)
wn,i

w;

Wi

d(’L) — UgWn—-14

= Wp_ 1, + pnuy signfe,(d)] (4.15)

Wh .4

em que 4, ¢ uma poténcia de dois e o algoritmo opera no modo compartilha-

mento de dados. Implementado desta forma, (4.15) requer N M multiplicacoes.

Contudo, se o regressor u; apresentar estrutura de deslocamento, como no caso de

um filtro transversal, esta combinacio pode ser implementada de outra maneira,

computacionalmente mais eficiente. Desenvolvendo o erro do (n + 1)-ésimo FA

componente

en+1(t) = d(i) — uswn,;

= 671(7:) . Mn|uz"2 Slgn[eﬂ(l)]

d(i) — u; {wnfl,i + pn ul signle, (Z)]}

(4.16)
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onde, assumindo estrutura de deslocamento em u;, tem-se
o = g1 = ui — MP + [ufi) (@17)
que requer apenas uma multiplica¢do, uma vez que todos os [u(j)[2, para j < 1,

estao disponiveis de iteracdes anteriores.

Aplicando-se as recursdes (4.16) e (4.17) em (4.15), chega-se a uma recursio
computacionalmente mais simples para o algoritmo {se-LMS}¥, que requer ape-
nas M + 1 multiplicacdes, e este nimero nio depende de N, o nimero de FAs

componentes. O algoritmo completo é reunido no “Algoritmo 17.

Apesar da baixa complexidade, este algoritmo é capaz de atingir o mesmo

desempenho do algoritmo LMS, conforme mostra a Fig. 31.

Algorithm 1 {se-LMS}#

uil? = Juima [* = u(i = M) + |u(i)|? > (1) x
y(’L) = UjW;_1 ; el(i) = d(l) — y(l) > (M) X
W = Wi—

forn=1,...,N
Wni = Wn—-1,4 + Hn uzT Sign[en<i)]
ent1(t) = en(i) — /‘n|ui|2 sign|en (1)]
end
Wi = WN;

4.2.1 Uma Implementacao Eficiente do Algoritmo NLMS

A anilise detalhada do algoritmo {se-LMS}? ¢ envolvente e ainda encontra-
se sob estudo. Contudo, é possivel inferir a melhoria em desempenho mostrando

que sua recursao se aproxima da recursao de uma algoritmo NLMS.

Agrupando-se as equacoes em (4.15) chega-se & recurséo global do algoritmo
N
w; = wi_y +ul Z,un sign[e, (z)]. (4.18)
n=1
Determinando uma recursao para sign[e,(2)] permite colocar a relagao acima em

uma forma mais conveniente. Assim, aplicando o operador sign{-} em (4.16) e
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usando e,-1(i) = |en—1()| sign[e,—1(4)] leva a
sign[e (1)) = sign[en—1(4)] sign [ |en—1(1)| = ptn—1 [w]?] .

Apoés iterar a equagao acima, chega-se a

n—1

signfen ()] = signle(i)) Hsign [ lex(i)] — e Jui*] - (4.19)
k=1

A Equagdo (4.19) pode ser usada em (4.18) para obter

w; = w1 + f(i)u] signfe(i)] (4.20a)
N
A(i) = i + Z T (7') ) (420]3)
—2

em que 7,(i) = [[io) Sk(i) e Si(i) = sign [|ex ()] — puluil?).

A recursio global (4.20a) apresenta a forma de um algoritmo se-LMS com
um passo variavel ji(i) (Variable Step-Size - “VSS”). Assim, esta sujeito & mesma
condicio de convergéncia que qualquer FA operando sob a regra do sinal do erro

do algoritmo LMS [14,15,42], ou seja
@i |* < | |* & le(i)] > (i) [ul?, (4.21)

em que W; = w® — w; é o vetor de erro dos coeficientes. Esta condigdo pode ser

imposta, para algum « € (0,1], como

(i) = a [‘;(i)l. (4.22)

Substituindo (4.22) em (4.20a) resulta em

_ M )] = w; —_ ule(i
Wi = Wi—1 + & luf|2 u;f'" blg'ﬂ[e( )] = Wi-1 + |u’|2 tr ( )= (4'23)

o que é a recursao de um algoritmo NLMS com ¢ = 0 e p = «. Portanto,

o algoritmo VSS sign-error LMS em (4.20a) se torna um algoritmo NLMS se

fi(i) = p°(i). De fato, é isto que a combinacao impoe implicitamente, conforme
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mostra subsecao a seguir.
4.2.2 Aproximacoes Sucessivas do Passo de Calculo

Considerando que o {se-LMS}" equivale ao VSS sign-error LMS em (4.20),
para mostrar que {se-LMS}¥— NLMS requer-se apenas mostrar que, para fi(i)
dado por (4.20b),

|7a(2) — g°(2)[ — 0. (4.24)

Entéo, assumindo, sem perda de generalidade, que o = 1 e substituindo (4.20b)

e (4.22) em (4.24) leva a

1

|’bf:a:|2

N
pafuil® + > (@) sl — le(3))]] - (4.25)
=2

Para |u;]* # 0, pode-se determinar uma recursdo para o valor absoluto em (4.25),

o que definindo ry(7) = 1 e para algum k possui a seguinte forma

N
pkluil® + i (3) { Y rali) #n|‘uf;|2] = lex(3)]|,
n=k+1
0 que equivale a
N
k(%) [ Y mld) Hm-|'“4|2] = [lex(®)] — pelwil®] | - (4.26)
n=k-+41

Verificando em (4.16) que |ex1(3)| = [lex(?)] — px |uwi|*] Sk(i) e multiplicando
(4.26) por |Sk(i)| = 1, resulta em

N

Si(#)rx(2) [ Z Tn(2) }'-‘fnlu:F] — lexsa(2)]

n=k+1

(4.27)
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Figura 32: Evolugdo de uma realizagdo fi(i) e len(4)| durante uma iteragdo %
M — 10, N — 16, e y, = 2=* " (Precisdo de MATLAB). le.(?)] ¢ normalizado
por |u;|* para compatibilidade com a escala do grafico.

Dado que 7541(1) = Sk(i)7(8) (ver (4.20b)), tem-se

sl + 7 (0) { > (i) M-nluilﬂ = lex(1)]] =
perr[sl® + i1 (8) [ > rald) Mn\uvti?} — lex1(D)]| (4.28)

A partir de (4.25) e (4.28) forma-se um processo de indugao. & importante
notar que para passos px pequenos e decrescentes, vale concluir de (4.16) que
lexs1| < lex], tal que |ex(i)] — O conforme se itera (4.28)—isto ¢, conforme k
aumenta—, juntamente com fu|u;|*. Além disso, a somatéria em (4.25) envolve
consecutivamente menos termos com o decréscimo de g, de forma que vai para

zero. Portanto, (4.24) tende a zero para N grande o suficiente e (i) — g°(i).

I5 posstvel estender o argumento e mostrar que {se-LMS}¥ forga assintotica-
mente o erro de safda a posteriori exy1(i) = usw; para zero. Portanto, pode ser
interpretado como um problema de otimizagao bem definido, similar ao principio
da perturbacio mfnima do algoritmo NLMS [14]. Este fenémeno é capturado

pela Fig. 32, na qual pode-se constatar que le,(i)| tende de fato a zero.
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4.2.3 Minimizando o nimero de componentes

O uso de uma sequéncia de u, pequenos aliado a um nimero N grande de
filtros, conforme abordado na se¢éo anterior, para garantir uma boa aproximacao
para fi(i) ndo é prético, do ponto de vista de implementagao. Contudo, (4.20b)
pode ser visto como a representacdo truncada de um numero real em termos
de fungoes de Rademacher. Desta maneira, encontra-se no espago gerado pelos
passos dos FA componentes. Escolhendo-se y,, como uma base para o espaco em
que fi(i) deve estar minimiza o nimero de componentes necessarios, uma, vez que
qualquer base é a representagdo minima do espago por ela gerado. No ambiente
digital binario, particularmente em sistemas embarcados, uma escolha apropriada,

seria p, = 277", em que P € Z, levando a i(i) € (0,2-F*+1).

Essa estratégia apresenta vérias vantagens: (i) Minimiza o nimero de com-
ponentes necessérios; (i) Os py, sdo nimeros em poténcia de dois, tal que mul-
tiplicagoes sao implementadas como deslocamento de bits; e (iii) O fator 2=F
age como o fator « in (4.23), o que limita o méximo passo global, aumentando
a robustez em relacao a representac@o truncada e ao ruido. A Fig. 32 ilustra a

eficicia da estratégia de escolha de p, conforme supracitado.

4.2.4 O Algoritmo DR-{LMS}" via {se-LMS}"

Foi mostrado que o algoritmo {se-LMS}" é capaz de pelo menos equiparar
o desempenho de um FA LMS e com complexidade reduzida. Isto sugere que o
Algoritmo 1 poderia ser concebido como um “médulo” adaptativo simples para
construir combinacoes mais sofisticadas, substituindo os FAs LMS no algoritmo
DR-{LMS}" (4.13), reduzindo ainda mais a complexidade. Assim, o LMS é
substituido por {se-LMS}?, o qual é implementado L vezes via reuso de dados,
gerando o novo algoritmo DR-{{se-LMS}"}£, em que introduziu-se o pardmetro

L para maior flexibilidade. Uma visao suméria do algoritmo resultante é apre-
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Algorithm 2 O Algoritmo DR-{{se-LMS}"}£

usf? = Juica|? = Jui — M + 1) + Ju(s)]? > (1) X
Woy; = Wi-1
for¢t=1,...,L > DR incremental combination
k=({—1) mod K
El(i) = d(’i - k) —~ Uj—kWe—1,i [ (M) X
w@f’} =Wp14
forn=1,...,N > {sign-error LMS}¥

wgz) = wg:._l) + pnul ) signlen (4)]

5n+1(i) T En(i) — Un |ui—k’2 Sign[sn(i)]

end
(V)
Wi = Wy ;
end
Wi = W4

sentado em Algoritmo 2. Esta implementagdo requer LM + 1 multiplicacdes.

E possivel reduzir a complexidade ainda mais caso se explore a estrutura de
deslocamento de u;, criando buffers para u(i —p — D)u(i —g—1) e ui_p_luZT_q_l,
p,q < K+ M, e atualizando ¢; a cada iteragao n. Esta implementacdo poderia
alcancar a complexidade de cerca de 2M + K — 1 multiplicagoes; isto estd em

desenvolvimento no momento. A Tabela 1 compara a complexidade de varios

algoritmos adaptativos.

Algumas simulagoes serdo exploradas, comparando a capacidade de rastre-
amento do algoritmo {se-LMS}" com o algoritmo se-LMS e o préprio LMS.
Também serd testado o desempenho do algoritmo DR~{{se-LMS}"}* e com-
parado ao APA. Semelhante aos capitulos anteriores, todos os dados para as
simulagoes s@o obtidos de sequéncias Gaussianas de média nula independentes

2=1leo0 =103

e identicamente distribuidas (iid) {z(i)} e {v(i)}, com o
SNR = 30 dB. Os exemplos que envolvem sinais brancos usam (i) = (i),
enquanto sinais correlacionados séo gerados via u(i) = fu(i — 1) + /1 — f2x (%)
com 3 = 0.95, o que resulta em sinais altamente correlacionados. Simulagoes em

ponto fizo foram realizadas quantizando tanto os dados quanto o resultado de

cada operagdo para uma representagao em 16 bits complemento de dois, usando
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Tabela 1: Multiplica¢Ges envolvidas na recursao de diferentes FAs

AF X
Standard APA (K2 +2K)M + K3+ K
DCD-APA [38] M+ K?+3K +2
DR-{LMS}¥ [11] (2M +1)N, N <« K?
Algoritmo 2 LM +1, L<K?
Algoritmo 2 (Versdo Otimizada) M+ K -1

um fator de escalamento de F' = 13 bits—isto é, 1 bit para o sinal, 2 bits para a
parte inteira, e 13 bits para a parte decimal. E empregada saturacao para limitar
os valores na faixa [—22%,22 — 2713]. Finalmente, cenérios néo-estacionarios foram
simulados usando w°(i) = Qw°(i — 1) + ¢, onde ¢; é a realizaciio de um vetor
aleatério Gaussiano com matriz de covariancia 071, 02 = 10 %, e Q representa a
quantizacéo recém descrita 2. Curvas para o MSE, o EMSE e o MSD sio obti-
das pela média estatistica de 200 e 800 realizagoes independentes para cendrios

estaciondrios e nao-estaciondrios, respectivamente.

O desempenho do algoritmo {se-LMS}? em um ambiente estaciondrio j4 ha-
via sido mostrado na Fig. 31, que evidenciou a sua capacidade de igualar o algo-
ritmo LMS. Para sistemas nao-estaciondrios, contudo, a combinacéo supera com
grande vantagem outras regras adaptativas, com um ganho de quase 12 dB sobre
o LMS para entradas coloridas—Fig. 30. Importante notar que na Fig. 30 o LMS
foi projetado com o valor de passo 6timo para cenérios nao-estaciondrios [14, Lema
21.1]. Estes resultados claramente justificam o uso desta nova combinagao como
uma substituta direta para filtros LMS, bem como para combinactes mais so-
fisticadas. De fato, a Fig. 34 mostra que o Algoritmo 2 é capaz de igualar o

desempenho do algoritmo APA, e com complexidade menor.

2Observa-se o alto grau de nao-estacionaridade comparado a faixa de valores usados na
literatura: o2 = [1076,1078]. w® também é quantizado para limitar sua varidncia.
q k)



EMSE (dB)

MSD (dB)

73

NLMS

Bl etk L e e

"
-5 -
S

sign-error LMS

sign-error LMS

f {sign-error LMS}¥

_15 3 3 - s

{sign-error LMS}V

0 05 1 15 2 05 1 15 2
lteration x10° lteration x 108

(a) (b)
Figura 33: Cenério ndo-estaciondrio com M = 10 e quantizagdo ponto fixo (16
bits). (a) Entrada branca. se-LMS: p = 277; LMS: p = p° = 0.0916; e
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Figura 34: APA e Algoritmo 2 em cenério estaciondrio—M = 100 e K = 10 (si-
mulagao em precisdo de MATLAB devido & sensibilidade do algoritmo APA a pa-
lavras de comprimento reduzido). (a) Entrada branca. APA: y=03ee= 105,
e DR-{{se—LMS}N}L: L =10, N =20, e u, = 2. (b) Entrada Correlacio-
nada. APA: p = 0.06 e e = 1075 e DR-{{se-LMS}"V}": L =30, N = 10, and
JT— 27157'n.



