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RESUMO

A histopatologia € considerada um dos recursos diagndsticos mais importantes na pratica
médica e caracteriza-se pelo estudo das alteracfes estruturais e morfoldgicas das células e dos
tecidos causadas por doencas. Atualmente, o principal método utilizado no diagnostico
histopatoldgico de imagens microscopicas, obtidas por meio de amostras em exames
convencionais, é a avaliacdo visual do patologista, a qual se baseia na experiéncia do mesmo.
O uso de técnicas de processamento computacional de imagens possibilita a identificacdo de
elementos estruturais e a determinacdo de caracteristicas inerentes, subsidiando o estudo da
organizacao estrutural das células e de suas variagBes patologicas. A utilizacdo de métodos
computacionais no auxilio ao diagndstico visa diminuir a subjetividade do processo de
avaliacdo e classificacdo realizado pelo médico. Diferentes caracteristicas dos tecidos podem
ser mapeadas por meio de métricas especificas que poderdo ser utilizadas em sistemas de
reconhecimento de padrdes. Dentro desta perspectiva, o objetivo geral deste trabalho inclui a
proposta, a implementacdo e a avaliacdo de um método para a identificacdo e a analise de
estruturas histologicas, a ser utilizado para a analise de lesdes neoplésicas do colo do Utero
(NICs) a partir de amostras histopatoldgicas. Este trabalho foi desenvolvido em colaboragéo
com uma equipe de patologistas, especialistas do dominio. As imagens microscopicas
digitalizadas foram adquiridas a partir de ldminas previamente fixadas, contendo amostras de
bidpsias. Para segmentacdo dos nucleos celulares, foi implementado um pipeline de
operadores morfologicos. Métodos de segmentacdo baseados em cor também foram testados e
comparados a abordagem morfoldgica. Foi proposta e implementada uma abordagem baseada
em camadas para representacdo do tecido, adotando-se a Triangulacdo de Delaunay (TD)
como modelo de grafo de vizinhanga. A TD apresenta algumas propriedades particulares que
permitem a extracdo de métricas especificas. Foram utilizados algoritmos de agrupamento e
morfologia de grafos, adotando-se critérios de semelhanca e relagdes de adjacéncia entre o0s
tridangulos da rede, a fim de se obter a fronteira entre as camadas histologicas do tecido
epitelial de forma automética. As seguintes métricas foram extraidas dos agrupamentos
resultantes: grau médio, entropia e taxa de ocupacao dos triangulos da rede. Finalmente, foi
projetado um classificador estatistico levando-se em consideracao os diferentes agrupamentos
que poderiam ser obtidos a partir das imagens de treinamento. Valores de acurécia,
sensitividade e especificidade foram utilizadas para avaliacdo dos resultados obtidos. Foi
implementada validacdo cruzada em todos os experimentos realizados e foi utilizado um total
de 116 imagens. Primeiro, foi avaliado a acuréacia da metodologia proposta na determinacao
correta da presenca de anomalia no tecido, para isto, todas as imagens que apresentavam NICs
foram agrupadas em uma mesma classe. A maior taxa de acuracia obtida neste experimento
foi de 88%. Em uma segunda etapa, foram realizadas avaliacdes entre as seguintes classes:
Normal e NIC-I; NIC-1 e NIC-II, e, NIC-Il e NIC-I1l, obtendo-se taxas de acuracia méximas
de 73%, 77% e 86%, respectivamente. Além disso, foi verificada também, a acuracia na
discriminacdo entre os trés tipos de NICs e regiGes normais, obtendo-se acuracia de 64%. As
taxas de ocupacdo relativas aos agrupamentos representativos das camadas basais e
superficiais, foram os atributos que levaram as maiores taxas de acuracia. Os resultados
obtidos permitem verificar a adequacdo do método proposto na representacdo e anélise do
processo de evolucao das NICs no tecido epitelial do colo uterino.

Palavras-chave: Processamento de Imagens Médicas, Diagnostico Auxiliado por
Computador, Grafos de Vizinhanga, Neoplasia Intraepitelial Cervical (NIC).



ABSTRACT

Histopathology is considered one of the most important diagnostic tools in medical routine
and is characterized by the study of structural and morphological changes of the cells in
biological tissues caused by diseases. Currently, the visual assessment of the pathologist is
the main method used in the histopathological diagnosis of microscopic images obtained from
biopsy samples. This diagnosis is usually based on the experience of the pathologist. The use
of computational techniques in the processing of these images allows the identification of
structural elements and the determination of inherent characteristics, supporting the study of
the structural organization of tissues and their pathological changes. Also, the use of
computational methods to improve diagnosis aims to reduce the subjectivity of the evaluation
made by the physician. Besides, different tissue characteristics can be mapped through
specific metrics that can be used in pattern recognition systems. Within this perspective, the
overall objective of this work includes the proposal, the implementation and the evaluation of
a methodology for the identification and analysis of histological structures. This methodology
includes the specification of a method for the analysis of cervical intraepithelial neoplasias
(CINs) from histopathological samples. This work was developed in collaboration with a
team of pathologists. Microscopic images were acquired from blades previously stained,
containing samples of biopsy examinations. For the segmentation of cell nuclei, a pipeline of
morphological operators were implemented. Segmentation techniques based on color were
also tested and compared to the morphological approach. For the representation of the tissue
architecture an approach based on the tissue layers was proposed and implemented adopting
the Delaunay Triangulation (DT) as neighborhood graph. The DT has some special
properties that allow the extraction of specific metrics. Clustering algorithms and graph
morphology were used in order to automatically obtain the boundary between the histological
layers of the epithelial tissue. For this purpose, similarity criteria and adjacency relations
between the triangles of the network were explored. The following metrics were extracted
from the resulting clusters: mean degree, entropy and the occupation rate of the clusters.
Finally, a statistical classifier was designed taking into account the different combinations of
clusters that could be obtained from the training process. Values of accuracy, sensitivity and
specificity were used to evaluate the results. All the experiments were taken in a cross-
validation process (5-fold) and a total of 116 images were used. First, it was evaluated the
accuracy in determining the correct presence of abnormalities in the tissue. For this, all
images presenting CINs were grouped in the same class. The highest accuracy rate obtained
for this evaluation was 88%. In a second step, the discrimination between the following
classes were analyzed: Normal/CIN 1; CIN 1/CIN 2, and, CIN 2/CIN 3, which represents the
histological grading of the CINs. In a similar way, the highest accuracy rates obtained were
73%, 77% and 86%, respectively. In addition, it was also calculated the accuracy rate in
discriminating between the four classes analyzed in this work: the three types of CINs and the
normal region. In this last case, it was obtained a rate of 64%.The occupation rate for the
basal and superficial layers were the attributes that led to the highest accuracy rates. The
results obtained shows the adequacy of the proposed method in the representation and
classification of the CINs evolution in the cervical epithelial tissue.

Key-words: Medical Image Processing, Computer-Aided Diagnosis, Neighborhood Graphs,
Cervical Intraepithelial Neoplasia (CIN).
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1.INTRODUCAO

1.1. Consideracoes Iniciais

Nas ultimas décadas, inUmeras técnicas de processamento digital de imagens tém
sido desenvolvidas para auxiliar o estudo de organismos em escalas que variam desde as
dimensGes milimétricas até as dimensbes de estruturas moleculares [Tsien-2003]. O
aperfeicoamento e o surgimento de diferentes modalidades de microscopia estao relacionados
a esse avango. Novas tecnologias de aquisicdo de imagens aliadas a experimentos que
utilizam técnicas de aquisicdo de dados em larga escala possibilitam a criacdo de grandes
bases que contém desde imagens bi e tridimensionais até sinais bioldgicos representativos dos
niveis de expressdo de RNA de diferentes genes [Lein-2007]. De acordo com Peng, uma nova
area denominada Informatica de Bioimagens (Bioimage Informatics) pode ser destacada neste
contexto. Essa area consiste no desenvolvimento e na aplicacdo de métodos de processamento
de imagens, mineracdo de dados, bancos de dados e visualizacdo, voltados a extragdo,
comparacdo, recuperacdo e gerenciamento do conhecimento biomédico. A Informética de
Bioimagens pode ser caracterizada como uma subarea da Bioinformética e suas aplicagdes
podem levar a melhor compreensdo do processo dindmico das células e organismos vivos,
pois agregam as areas do conhecimento computacional técnicas utilizadas em outras areas
[Peng-2008].

Exemplos de aplicacbes da Informética de Bioimagens incluem: o rastreio de
fendtipos celulares para identificacdo de padrdes resultantes da presenca de anomalias, €
também para a determinacdo de funcdes de genes; a construcdo de atlas para organismos-
modelo com o objetivo de integrar o conhecimento anatbmico e ontoldgico em bases de dados
[Dorr-2008]; o estudo e a visualizacdo de processos dindmicos das células em organismos
vivos [Altinok-2007]; a reconstrucdo tridimensional de estruturas neuronais e a jungdo das
técnicas da Informética de Bioimagens com as técnicas tradicionais de Bioinformatica.
Adicionalmente, trabalhos relacionados mostram que técnicas de processamento de imagens e
sinais, ja amplamente utilizadas, podem ser adequadas a esta area de aplicacdo, assim como
novas abordagens tém sido desenvolvidas para a resolucao de diferentes problemas biologicos
que envolvem a deteccdo de padrdes em imagens.

No auxilio ao diagnostico de cancer e no mapeamento de sua evolugdo, diferentes

metodologias tém sido utilizadas para a identificacdo de lesGes precursoras, que Ss&o
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encontradas nas fases iniciais da doenca. Atualmente, sabe-se que a cura de muitos tipos de
cancer esta relacionada a sua identificacdo precoce e ao tratamento adequado, de acordo com
o nivel de malignidade da lesdo. Patologistas realizam a avaliacdo dessas lesGes por meio da
observacao de laminas contendo material cito/histopatoldgico. Geralmente, essa avaliacdo €
baseada em classificagdes internacionais responsaveis pela padronizagdo do diagndstico e das
condigdes de realizagdo dos exames. No entanto, esse processo ainda é bastante subjetivo e
apresenta grande variabilidade, dado que o diagndstico final é proveniente da experiéncia
pessoal do patologista [Ismail-1989] [McCluggage-1998].

Por outro lado, o diagndstico automatico é baseado em medidas quantitativas
extraidas de atributos intrinsecos a imagens representativas das laminas. De acordo com
Demir & Yener, 0 avan¢o das pesquisas relacionadas a esse processo, ao longo das ultimas
décadas, deve-se as perspectivas de utilizacdo dos sistemas de suporte a decisdo em larga
escala como parte de tratamentos avancados de cancer. Além disso, trata-se de uma area com
muitos desafios a serem superados [Demir-2006]. Os chamados sistemas CAD (Computer-
Aided Diagnosis) podem tornar a rotina de trabalho do especialista mais dindmica, por meio
da filtragem de imagens obviamente benignas, permitindo que ele se concentre na analise dos
casos mais dificeis ou que possam gerar mais dividas quanto ao diagnostico.

Além da definicdo do diagnostico ou estagio de evolucdo da lesdo, a anélise
quantitativa fornecida pela abordagem computacional das imagens também pode auxiliar a
compreensdo dos processos subjacentes ao diagnostico gerado. Por exemplo, a textura
especifica da cromatina, apresentada por nucleos de células cancerosas, pode indicar certas
anomalias genéticas [Gurcan-2009]. Dessa forma, além da importancia clinica, a analise
quantitativa automatizada da imagem fornece subsidios para o estudo dos mecanismos

bioldgicos relacionados ao processo de geracdo/formacédo de anomalias.

1.2. Contexto de aplicacdo da proposta

A histopatologia € considerada um dos recursos diagndsticos mais importantes na
pratica medica e caracteriza-se pelo estudo das alteragdes estruturais e funcionais das células e
dos tecidos causadas por doencas. As amostras histopatoldgicas sdo obtidas por meio de
exames de bidpsias e fornecem uma visdo global da arquitetura do tecido assim como 0s
efeitos das alteraces celulares sobre ela. O diagnéstico obtido por meio dessas amostras €

considerado o padrdo-ouro para quase todos o0s tipos de cancer. Ja as amostras citopatoldgicas



sdo provenientes de exames mais simples e fornecem a andlise isolada de células ou de
agrupamentos de células. Por este motivo, as imagens citopatologicas apresentam estruturas
menos complexas de serem analisadas. A segmentacdo de células individuais, por exemplo, é
um processo relativamente mais facil [Gurcan-2009]. No entanto, esse tipo de exame € muito
importante na prevengédo e acompanhamento de muitas doengas.

O processamento de imagens citopatoldgicas foi bastante explorado ao longo das
ultimas décadas e as ferramentas utilizadas na analise de imagens histopatoldgicas séo
provenientes desses estudos. O rastreamento das caracteristicas nucleares associadas a
presenca de cancer foi realizado a priori em nucleos isolados de imagens e, posteriormente,
adaptado para o estudo das amostras histolégicas e caracterizacdo de seus componentes
[Gurcan-2009].

De maneira geral, a manipulacdo automatica dessas imagens passa por trés etapas:
pré-processamento, extracdo de atributos e geracdo do diagnostico. A primeira consiste na
filtragem e eliminagdo de ruidos provenientes do processo de captura da imagem e/ou do
processo de fixacdo das laminas, no realce da imagem e na segmentacdo dos objetos de
interesse. A segunda etapa consiste na extracdo de atributos que representem as alteracdes
observadas nas imagens histoldgicas. Essas alteracdes podem ser divididas em dois grupos: as
alteraces em nivel celular e as alteragBes na distribuicdo das células ao longo do tecido. No
primeiro grupo, os atributos a serem caracterizados sdo representados pelas propriedades
individuais das células, tais como, morfologia, textura, intensidade de brilho, entre outros. No
segundo grupo, estdo os atributos que representam a dependéncia espacial entre as células, e,
entre as mesmas e outros componentes do tecido, fornecendo informagdes sobre a topologia
do mesmo. Por fim, a etapa de geracdo do diagndstico prové informacgdes acerca do grau de
malignidade de uma lesdo a partir dos atributos extraidos e também a classificacdo da leséo
em benigna ou maligna.

Neste trabalho serdo utilizadas imagens histopatolégicas de tecido epitelial do colo
uterino como fonte de dados para o estudo da organizacao estrutural celular. A Figura 1.1
apresenta um corte desse tecido, obtido a partir de exame de bidpsia do segmento inferior do
Utero, assim como o0s tipos de células encontradas nesse epitélio. A camada profunda
apresenta celulas basais e parabasais, cujas caracteristicas sdo nucleos grandes e area
citoplasmatica pequena, apresentando formato arredondado. As células da camada

intermediaria apresentam formato poligonal com vacuolos e glicogénio. E, por fim, a camada



superficial, que contém células descamativas, normalmente achatadas e ausentes de vacuolos
[Arajo-1999].
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Figura 1.1. Tecido epitelial de colo uterino obtido a partir de um exame de bidpsia, com destaque para 0s tipos
celulares encontrados em cada camada desse tecido [IARC-2011]

As chamadas neoplasias intra-epiteliais cervicais (NICs) precedem o carcinoma das
células escamosas do colo uterino, e, quando ndo tratadas podem evoluir para um carcinoma
invasor. As NICs sdo lesbes proliferativas que levam a maturacdo celular irregular nos
tecidos. Essas lesdes podem provocar a substituicdo parcial ou total do epitélio escamoso
cervical e representam o principal fator na génese do cancer de colo uterino. As NICs podem
ser divididas em: displasia leve (NIC 1), displasia moderada (NIC II) e displasia acentuada
(NIC I1I) [Ara0jo-1999]. A Figura 1.2 apresenta uma representacdo esquematica das

alteracOes que ocorrem a nivel celular e estrutural no tecido epitelial do colo uterino.

Normal 1 Displasia Leve 1 Displasia Moderada Ibisplosio Acentuada | CAin situ
| (NIC I) | (NIC IT) | (NIC IIT) |

Figura 1.2. Camadas do tecido epitelial e suas variagdes estruturais de acordo com o tipo de leséo encontrada
[Stevens-1997]



O carcinoma in situ é caracterizado pela maturacdo celular anormal em todo o tecido,
porém ainda ndo é uma lesdo invasiva. A partir da criacdo do Sistema de Bethesda, em 1988,
predominantemente utilizado na América do Norte, foi criado o termo leséo intraepitelial
escamosa (Squamous Intraepithelial Lesion - SIL), o qual pode ser dividido em baixo grau (Low-
grade Squamous Intraepithelial Lesion - LSIL) e alto grau (High-grade Squamous Intraepithelial
Lesion - HSIL) [Solomon-2002]. O Bethesda agrupa o NIC II, o NIC Il e o carcinoma in situ na
mesma classe (HSIL) devido ao fato de estes levarem a condutas diagndsticas semelhantes. A

Tabela 1 correlaciona alguns sistemas de classificacdo, com destaque para as displasias.

Tabela 1. Comparacdo entre dois diferentes sistemas de classificacdo para lesdes do colo do Utero

Classes Descricao Gradacao NIC Sistema Bethesda
Papanicolaou

| Normal Normal Normal
I Atipia Reativa/Inflamatoria Atipia Normal

In/m Atipia Suspeita Atipia ASCUS

I/ Atipia com HPV Atp.condiloma SIL de baixo grau (LSIL)
1l Displasiva Leve NIC-I SIL de baixo grau (LSIL)
i Displasia Moderada NIC-11 SIL de alto grau (HSIL)
1l Displasia Acentuada NIC-111 SIL de alto grau (HSIL)
v Carcinoma in situ NIC-111 SIL de alto grau (HSIL)
\% Cancer Invasivo Cancer Invasivo Cancer Invasivo

E interessante notar que, do ponto de vista patoldgico, as lesdes cervicais precursoras
apresentam-se em graus evolutivos que variam desde displasias leves até o cancer invasivo, por
meio de um processo gradual. Ha também as classificacGes de lesdes atipicas inflamatorias que
ndo estdo envolvidas em processos cancerigenos e nao estdo no escopo deste projeto.

A proporcéo entre o volume nuclear e o volume do citoplasma (representados pelas
respectivas areas nas imagens bidimensionais) € um dos pardmetros perceptuais utilizados
pelo patologista na definicdo do diagnostico. Porém, a porcéo do tecido epitelial atingida pela
lesdo destaca-se com alta relevancia nessa andlise: quando o terco inferior do tecido foi
afetado o diagndstico e caracterizado como lesdo de baixo grau (LSIL); ou se de dois a trés
tercos foram atingidos, configura-se uma lesdo de alto grau (HSIL). A Figura 1.3 apresenta a
evolucéo dessas lesdes em amostras obtidas em exames de bidpsias.

O presente trabalho propGe métodos para avaliacdo automatica da porcdo do tecido
afetada, utilizando esta avaliagdo como principal parametro na determinacdo da presenca e do

grau das NICs.



1.3. Motivagdo e Objetivos

De acordo com estimativas do Instituto Nacional de Cancer (INCA), o cancer do
colo do utero é o segundo tipo mais comum entre as mulheres, sendo responsavel pelo dbito
de aproximadamente 230 mil mulheres por ano no mundo. Sua incidéncia é cerca de duas
vezes maior em paises em desenvolvimento quando comparada & incidéncia nos paises
desenvolvidos. A sobrevida média mundial estimada é de 49% dos casos ap0s cinco anos de
prevaléncia da doenca. O cancer do colo do utero é o cancer que apresenta maior potencial de
cura e prevengdo quando diagnosticado precocemente. Uma reducdo de 80% na mortalidade
pode ser alcancada por meio do rastreamento de mulheres na faixa etaria de 25 a 65 anos
[INCA-2008].
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Figura 1.3. Evolucdo das lesdes do tecido epitelial do colo uteriono. (a) Tecido epitelial normal. (b) Lesdo
Intraepitelial de baixo grau (LSIL). (c) Leséo intraepitelial cervical de alto grau (HSIL)

O exame de Papanicolaou é considerado pela Organizacdo Pan-Americana da Saude
(OPAS) 0 mais adequado para o diagnostico precoce de lesdes precursoras do cancer cervical.
Porém, verifica-se que a incidéncia desse tipo de cancer em mulheres jovens, triadas
adequadamente, pela citologia oncoldgica é elevada, devido ao grande namero de resultados

falso-negativos daquele método [Lonky-1999] [Nanda-2000]. A bidpsia do colo uterino
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também é usada frequentemente em casos nos quais a presenca de anomalias foi identificada
em exames anteriores. Desta forma, a andlise histologica tem por objetivo confirmar o
diagnostico obtido na analise citologica, assim como auxiliar o rastreamento de mulheres nas
faixas etérias de risco.

Atualmente, a principal ferramenta utilizada no diagnéstico de imagens microscopicas,
obtidas através de amostras em exames convencionais, € a avaliagdo visual do patologista, a
qual esté sujeita a sua interpretacao pessoal. A utilizacdo de métodos computacionais no auxilio
ao diagndstico visa diminuir a subjetividade e aumentar a precisdo dos processos de avaliacao e
classificagcdo realizados pelo meédico. Diversos estudos realizados na &rea de radiologia
apresentaram diferentes ferramentas computacionais de auxilio ao diagndstico para a geracdo de
segunda opinido. Esses estudos demonstraram que o uso dessas ferramentas promove um
aumento na precisdo dos diagndsticos, a partir da diminuicao tanto de resultados falso-positivos
quanto de falso-negativos [Doi-2007a] [Doi-2007b].

Para as imagens histopatoldgicas, a manipulacéo e a anélise computacional permitem
a identificacdo de caracteristicas inerentes, subsidiando o estudo da organizacao estrutural dos
tecidos e suas variacdes patoldgicas. Sistemas computacionais que fornecam a identificacdo
de padrbes anormais podem auxiliar o especialista no processo de tomada de deciséo. Esses
sistemas podem abarcar funcionalidades que permitam a realizacdo automatica de tarefas a
partir da varredura da imagem. A eficacia dos métodos de visdo computacional tornaram-se
fundamentais para os sistemas de auxilio computadorizado. Em decorréncia, verifica-se a
importancia do aperfeicoamento de técnicas de Aprendizado de Maquina e Reconhecimento
de Padrdes.

Dentro deste contexto, o processo de segmentacdo de imagens € importante para a
deteccdo e caracterizacdo de estruturas de interesse. O formato dos nucleos celulares, por
exemplo, é um dos principais atributos de analise do patologista.Técnicas de segmentacdo
baseadas em Morfologia Matematica (MM) podem ser utilizadas para separa¢do dos mesmos.
A MM constitui-se como uma subarea do processamento de imagens focada no estudo da
geometria da imagem e nos Ultimos anos tem sido amplamente utilizada em tarefas de
segmentacdo, deteccdo de bordas, andlise de forma, entre outras [Dougherty-2003]. A MM
fornece ferramentas que possibilitam a descricdo quantitativa de estruturas de interesse na
imagem referentes a sua morfologia e estrutura topologica. Exemplos da utilizacdo de
operadores morfol6gicos no processamento de bioimagens podem ser encontrados em
[Hirata-2001] e [Angulo-2003].



Além da importéncia da caracterizacdo morfoldgica dos componentes histoldgicos,
abordagens relacionais tém se destacado neste contexto. A utilizacdo de modelos que
descrevam as conexdes estabelecidas entre componentes histologicos permite a exploracéo de
um conjunto adicional de atributos, fornecendo suporte a analise estrutural do tecido. Desta
forma, além das caracteristicas morfoldgicas das células, a disposi¢do espacial e a interacdo
entre elas também podera ser descrita, por exemplo, por meio da extracdo de medidas. Essas
medidas podem diferenciar estruturas de interesse e serem usadas em uma abordagem de
reconhecimento de padrdes [Costa-2007]. Além disso, representacbes mais sofisticadas
também permitem um estudo da dindmica da rede por meio da anélise de suas variaces
estruturais ao longo do tempo.

Por meio da Figura 1.2, que representa o modelo tedrico das alteracdes que ocorrem
a nivel celular e histologico na presenca de NICs, verifica-se a adequacdo das abordagens
descritas acima na caracterizacdo dos principais componentes de interesse. Dentro desta
perspectiva, o objetivo geral deste trabalho inclui a proposta, a implementacdo e a avaliagéo
de um método para a identificacdo automatica de estruturas histologicas. Este método devera
ser utilizado para a analise de lesdes neoplasicas do colo do Utero (NICs), auxiliado por um
estudo dos processos envolvidos na organizacdo estrutural celular a partir de amostras

histopatoldgicas. Especificamente, 0s seguintes objetivos podem ser citados:

e Aplicacdo de técnicas de processamento de imagens, obtidas a partir de amostras
de bidpsias do colo uterino, visando a identificacdo de seus principais
componentes por meio da aplicacdo de técnicas baseadas em Morfologia
Matematica;

e Proposta de um método para analise estrutural de tecidos histopatolégicos
visando o estudo de sua organizacdo estrutural por meio de técnicas baseadas na
teoria de Grafos de Vizinhanca e Redes Complexas;

e Proposta de um método para a analise de neoplasias intraepiteliais cervicais, as
NICs, a fim de se identificar de maneira automatica as alteracbes estruturais
caracteristicas dessas lesoes.

e Implementagdo de um classificador para identificacdo dos padrdes celulares das
lesBes precursoras do tipo de cancer em analise neste trabalho, assim como sua

evolucéo ao longo dos diferentes estagios.



Por fim, a proposta apresentada deverd contribuir para um aumento do grau de
precisdo do processo de geracdo de laudos e diagndsticos em exames histopatologicos, por
meio da identificacdo automatica da presenca de lesdes intraepiteliais no tecido e, também, da
identificacdo de seu nivel de malignidade. O estudo e a aplicacdo de técnicas de
processamento de imagens e reconhecimento de padrdes adequadas a este contexto podem
auxiliar na identificagdo precoce dos processos cancerigenos associados a essas lesdes,

podendo atuar como uma segunda opinido para o patologista.

1.4. Organizacdo da Dissertacdo

Esta dissertacdo estd organizada da seguinte forma: a Secdo 2 apresenta 0s
fundamentos tedricos relacionados as areas de Reconhecimento de Padres, Morfologia
Matematica, Grafos de Vizinhanca e analise baseada em Redes Complexas. A Secdo 3
apresenta os trabalho relacionados ao contexto deste projeto. A Sec¢do 4 apresenta 0 método
proposto para analise estrutural de imagens histopatoldgicas. A Secdo 5 descreve o método
proposto para o estudo das imagens histopatoldgicas provenientes de amostras do colo
uterino. A Secdo 6 apresenta e discute os resultados obtidos. E, finalmente, a Secdo 7

apresenta as conclusdes e as possibilidades de trabalhos futuros.



2.FUNDAMENTOS TEORICOS

2.1. Reconhecimento de Padraes e o Processamento Digital de Imagens

Ao longo das ultimas decadas, diversos sistemas computacionais vém sendo
propostos visando a automatizacdo de tarefas normalmente executadas por seres humanos,
trazendo beneficios para diferentes &reas do conhecimento [Duda-2001]. A criacdo de
sistemas que possam realizar tarefas com habilidades comparaveis a performance humana é
uma das grandes motivacOes para a realizacdo de estudos na area de Reconhecimento de
Padrdes (RP) [Reis-2001].

Aplicagdes de técnicas de RP podem ser encontradas em areas como processamento
de sinais e voz, visdo computacional e biometria [Duda-2001]. Na area médica destacam-se 0s
sistemas de diagnostico clinico, analise de radiografias e tomografias, estudos genéticos, entre
outros. Nos Ultimos anos, a utilizacdo de diferentes ferramentas computacionais na area de
bioinformatica, por exemplo, tornou-se indispensavel devido aos dados armazenados em
grandes bases de dados geradas a partir do Projeto Genoma Humano [Liew-2005]. Devido a
essa demanda computacional, diferentes técnicas de reconhecimento de padrdes foram
utilizadas visando auxiliar a analise de seqiiéncias de DNA e de dados provenientes de
experimentos de microarrays.

A construcdo de sistemas de reconhecimento de padrdes envolve trés aspectos: a
aquisicdo de dados e o pré-processamento, a representacdo dos dados e a tomada de decisdo.
De acordo com o tipo dos objetos a serem classificados, a implementacdo de um sistema de
RP podera adotar diferentes abordagens, dentre as quais, as mais conhecidas sao [Jain-2000]:

e Estatistica: permite a criacdo de fronteiras de decisdo n-dimensionais no espaco
de atributos, que separam padr@es pertencentes a classes diferentes. As fronteiras
de decisdo sdo determinadas utilizando-se distribuicbes de probabilidade
referentes aos padrdes de cada classe.

e Template Matching: consiste na comparagdo entre um padrdo de entrada e um
modelo previamente reconhecido baseada em medidas de similaridade.

e Sintatica: cria uma analogia entre a estrutura de um padrdo e a sintaxe de uma

linguagem. Sentengas s&o geradas de acordo com uma gramatica facilitando a
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representacdo de padrGes complexos por meio de um pequeno nimero de
primitivas e regras gramaticais.

e Redes Neurais: compreendem modelos capazes de adquirir conhecimento
através da experiéncia, ou seja, a partir do proprio conjunto de dados utilizado
para treinamento. A capacidade de generalizacdo, tolerancia a falhas e
adaptatividade sdo caracteristicas das redes neurais que permitem que regras
bésicas sejam extraidas de dados reais sem a necessidade de um conjunto de
regras pre-fixadas.

Dentro do contexto desse projeto, diferentes tipos de microscopia e outros
dispositivos de aquisicdo de imagens tém auxiliado a descoberta e o aperfeicoamento do
conhecimento biol6gico nas Ultimas décadas. A aquisicdo automatica de imagens através de
sistemas integrados a rotina dos laboratorios possibilita a criacdo de grandes bases de dados,
inviabilizando o seu processamento manual. Como consequéncia, 0 processamento
automatico dessas imagens tem se destacado em muitos experimentos bioldgicos. No caso das
imagens microscopicas, por exemplo, fatores tais como a elevada densidade de celulas
interligadas, as variacdes de morfologia e intensidade de um mesmo objeto em diferentes
imagens, ou ainda, a presenca de muitos canais de cores evidenciam a dificuldade de
aplicacdo de modelos convencionas e a necessidade do desenvolvimento de novas técnicas de
analise [Peng-2008] [Shamir-2010]. As préximas secOes apresentam, de maneira geral, as

principais etapas do processo automatico de imagens.

2.1.1. Pré-Processamento

A aplicacdo de técnicas de pré-processamento tem por objetivo corrigir eventuais
artefatos do processo de aquisicdo da imagem, ou até mesmo, destacar estruturas de interesse
na mesma a fim de melhorar os resultados das etapas seguintes. O pré-processamento envolve
a aplicacdo de técnicas de realce de contraste e remocdo de ruidos. No caso das imagens
histolégicas devem ser considerados os ruidos provenientes dos equipamentos de aquisicao e
da distribuicdo ndo uniforme dos corantes sobre a amostra durante o processo de fixacdo. A
correcdo de fundo, por exemplo, padroniza as imagens diminuindo os efeitos do processo de
aquisicdo sob diferentes condigdes de iluminacdo. Esse processo é baseado na caracterizacao
guantitativa de regides da imagem que ndo contém objetos de interesse (“'vazias"). Algoritmos

baseados em ajustes polinomiais, em caracteristicas morfologicas de componentes da imagem
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[Sternberg-1983] e em minimizagdo de entropia [Likar-2000] podem ser utilizados para essa
finalidade. A filtragem da imagem baseada em técnicas de limiarizacdo e na aplicacdo de

operadores mofoldgicos também podem ser utilizadas para eliminacéo de ruidos

2.1.2. Segmentacao

A segmentacdo de imagens € utilizada para separar objetos ou regides significativas
da imagem, tais como formas, linhas e curvas, para uma identificacdo mais precisa dos
objetos de interesse. A segmentacdo consiste, basicamente, na divisdo da imagem em regides
distintas a partir de caracteristicas comuns, como por exemplo, valores de pixels semelhantes.
Dependendo do contexto de aplicacdo, pode ser necessaria uma adequacdo da técnica
utilizada, o que na maioria das vezes ndo é nada trivial. Dentre as técnicas de segmentacao
mais utilizadas encontram-se: métodos baseados em deteccdo de bordas (boundary-based)
como a Watershed [Vincent-1991], utilizados para se identificar descontinuidades na imagem
e, também, técnicas baseadas no crescimento de regiGes por meio de contornos ativos, como
a Snake [Kass-1987], que um é método interativo.

No contexto das imagens histoldgicas, os atributos morfolégicas sdo muito
importantes na classificacdo de componentes do tecido. Contornos nucleares irregulares, por
exemplo, podem identificar alteracGes celulares com caracteristicas de malignidade. A secao
2.2 introduz alguns conceitos da Morfologia Matematica que podem ser utilizadas na
caracterizacdo desse tipo de atributo. Além do formato, a cor € um outro atributo importante
na andlise desse tipo de imagem. A combinacdo dos corantes hematoxilina e eosina (H&E) é
uma das mais utilizadas na coloracdo de tecidos biolégicos. A hematoxilina cora estruturas
acidas, como € o caso do nucleo celular, e apresenta cor azul ou violeta. A eosina, por sua vez,
cora estruturas bésicas, como o citoplasma e apresenta coloracdo rosea ou avermelhada.
Devido a este fato, muitas técnicas propostas para segmentacao deste tipo de imagem utilizam
as propriedades imuno-histoquimicas dos tecidos bioldgicos, sendo a cor o principal atributo

de andlise. Duas técnicas de segmentacdo baseadas em cor sdo descritas a seguir:

Color Deconvolution
A técnica desenvolvida por Ruifrok & Johnston, denominada color deconvolution, é
um exemplo que utiliza as caracteristicas imuno-histoquimicas dos tecidos [Ruifrok-2001].
Essa técnica pode ser generalizada a outros corantes e envolve transformagdes ortonormais
entre o sistema RGB e um segundo sistema, cujas coordenadas sao definidas de acordo com a
12



Densidade Optica (DO) dos corantes utilizados. A DO é uma medida que quantifica a
intensidade de luz incidente sob a amostra em analise e ndo absorvida, o que depende da
concentracdo do corante utilizado. Ela é baseada na lei de Lambert-Beer que descreve a

intensidade de luz transmitida através da amostra (1).
[ = Iy*1074xcx (1)

Sendo I a intensidade de luz observada, I, a intensidade da luz incidente, A a
quantidade de corante utilizada, ¢ o coeficiente de absor¢do do corante e [ a distancia
percorrida através da amostra. A DO fornece uma relacéo linear entre a intensidade dos pixels
da imagem e a densidade da coloracdo descrita na Equacdo 2. Para imagens RGB, a DO ¢

calculada para cada canal.
1 I
D0=—7loglo (E):A*C (2

Em outras palavras, a imagem corada com H&E, passa a ser representada pela
combinagdo linear das DOs de cada corante e da DO relativa ao fundo da imagem. Este

sistema atua como um filtro, separando estruturas mais sensiveis a cada um dos corantes.

K-means clustering

A aplicacdo do algoritmo k-means tem por objetivo a representacdo da imagem por
meio de agrupamentos (ou clusters) de referéncia, sendo amplamente utilizado como uma
técnica de aprendizado nédo supervisionado. A partir de um conjunto de pontos em um espaco
n-dimensional e um inteiro k, o algoritmo inicia-se com a escolha aleatéria de k clusters, para
0s quais os respectivos centroides sdo calculados. Entéo, cada ponto € atribuido ao centroide
mais proximo, e, posteriormente os centréides sdo recalculados para cada cluster. Esse
processo € repetido interativamente até a estabilidade, ou seja, até que os valores dos
centrdides figuem constantes [Theodoridis-2009].

Similar a técnica de color deconvolution, quando aplicado as imagens histolégicas, o
algoritmo k-means tem como objetivo representar a imagem por meio de cores de referéncia.
No caso das imagens coradas com H&E, ignorando-se as variagdes de brilho, trés cores
podem ser identificadas: azul, rosa e branco, que passam a ser referéncia em cada um dos
agrupamentos. E importante observar que a utilizacdo do sistema de representacio de cor
L*a*b* pode melhorar os resultados da segmentacdo por k-means devido a algumas

vantagens desse sistema em relacdo a outros, como, por exemplo, a uniformidade perceptual

13



separando a informacdo de cor da luminosidade, que pode ser definida em funcdo da
componente L*. Toda a informacao de cor é representada pelas componentes a* e b*. Além
disso, a distancia euclidiana pode ser utilizada para medir a distancia entre duas cores
[MathWorks-2010].

2.1.3. Extracdo e Selecao de Atributos

Atributos de imagens podem corresponder a informacdes estatisticas, geomeétricas, de
distribuicdo de pixels, entre outros. A extracdo e a selecdo de atributos sdo requisitos para a
maioria dos estudos envolvendo imagens. O extrator de caracteristicas a ser utilizado depende
do dominio de aplicacdo e normalmente esta associado a descritores intrinsecos da imagem.
Atributos morfoldgicos e relacionados a textura tem sido bastante explorados no diagnostico
automatico de cancer [Gunduz-Demir-2007]. Diversas técnicas classicas sao utilizadas para a
extracdo de caracteristicas, tais como as matrizes de co-ocorréncia e os descritores de Haralick,
histogramas de cor, transformada de Fourier, transformada de Wavelets e momentos
geomeétricos [Felipe-2005].

Técnicas de selecdo de atributos objetivam remover do conjunto de dados atributos
irrelevantes e/ou redundantes, diminuindo a dimensdo do conjunto original. Esses atributos
podem interferir negativamente na etapa de classificacdo. Em alguns casos, por exemplo,
guanto maior o numero de atributos utilizado, menor o significado (contribui¢do) de cada
atributo separadamente, pois em muitos casos um grande ndmero destes pode estar
correlacionado, gerando informagdes redundantes e dificultando a extracdo de conhecimento
[Egecioglu-2004].

2.1.4. Classificacao

Um classificador tem por objetivo dividir o espaco de atributos em regides que
correspondam as classes de interesse. Muitas aplicacfes tais como a determinacdo de
fenotipos celulares e a determinacdo da localizacdo de proteinas estdo envolvidas com
técnicas de classificacdo e clustering. Através da utilizacdo de técnicas de Aprendizado de
Maquina e Inteligéncia Artificial é possivel fornecer uma classificacdo automatica a fim de

auxiliar o especialista do dominio no processo de tomada de decisao.
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2.1.5. Indexacao e Recuperacao

A utilizacdo de descritores textuais para indexacdo em bases de dados relacionais
pode ser uma escolha complicada devido & grande quantidade de padrfes de nomenclatura na
area, contudo vocabularios estruturados (ontologias) podem ajudar na organizacdo do
conhecimento biologico. Por outro lado, hd o acesso baseado no conteudo intrinseco das
imagens, depois de realizado o processamento e a extracdo de atributos das mesmas [Peng-
2008]. Nesse caso, faz-se uso de estruturas de indexacdo especificas para a manipulacéo de

metadados, tais como 0s métodos de acesso espaciais e métricos [Traina-2007].

2.2. Morfologia Matemadtica

Caracterizada como uma subarea do Processamento de Imagens ndo-linear, a
Morfologia Matematica (MM) tem como foco o estudo geométrico da imagem [Dougherty-
2003]. A teoria de reticulados e a topologia digital formam a base teérica da MM, a qual, foi
desenvolvida na década de 60 por George Matheron e Jean Serra com o objetivo inicial de
experimentar uma abordagem baseada em transformacbGes de forma para a extracdo de
informacdo de imagens [Banon&Barrera-1994]. Essas transformacfes sdo caracterizadas
pelas "transformacOes elementares”, representadas pelos operadores de dilatacdo e eroséo e
dependentes do chamado elemento estruturante.

Um elemento estruturante é caracterizado por um subconjunto que define a
transformacdo aplicada a imagem. Ele é usado para se definir a vizinhanca de cada pixel,
estabelecendo, dessa forma, a relagdo de conexidade entre eles. O tipo e as dimensGes do
elemento estruturante sdo dependentes da informacdo que se deseja obter da imagem
[Dougherty -2003]. A translacdo e a reflexdo de conjuntos sdéo amplamente utilizadas em MM
na implementacdo das transformacoes.

Seja B um conjunto definido em Z? (considerando Z o conjunto dos inteiros), A
translacdo do conjunto B por um ponto z é descrita pela equacdo (3) e a transposi¢do de B,
pela equacéo (4):

B, ={b + z, para b € B} 3
B ={-b, para b € B} 4)
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2.2.1. Operadores Elementares

Operadores morfolégicos sdo mapeamentos entre subconjuntos que apresentam
propriedades particulares. O paradigma central da MM ¢ a representacdo de qualquer conjunto
de operadores por meio da concatenacdo dos operadores elementares através das operacoes
basicas sobre conjuntos: composicéo, interseccdo, unido e complementacdo [Banon&Barrera-
1993]. Os operadores elementares sé&o a dilatagdo e a erosdo e suas definicdes sé&o
apresentadas a seguir.

Sejam A e B dois conjuntos definidos em Z? representando, respectivamente, a
imagem em analise e 0 elemento estruturante, as operacdes de erosdo e dilatacdo apresentam

as seguintes definicdes (5) e (6):
AO© B = {z|B, € A} (5)
A®B={z|(B), N4 # 0} (6)

A erosdo de A por B é o conjunto de todos 0s pontos z, tais que B transladados por z
estd contido em A. A dilatacdo de A por B é representado por todos os deslocamentos z, tais
que, B transladado e refletido por z, sobrepde-se em pelos menos um elemento com A. A
dilatacdo € o operador dual da erosdo com respeito a complementacdo de conjuntos. De
maneira equivalente, a eroséo e a dilatagdo podem ser definidas pelas equagdes (7) e (8).

AO B = Npep(A-p) ()
A@® B = Upep(4p) (8)

Ou seja, a erosdo € representada por uma interseccao de translacdes efetuadas sobre a
imagem, com o elemento estruturante refletido, e a dilatacdo, pela unido de todos os pontos
contidos no elemento estruturante definidos sobre a imagem transladada. Essa representagdo é
baseada nas definicdes de soma e a subtracdo de Minkowski [Banon&Barrera-1994]. E
interessante notar que, se a origem estiver contida no elemento estruturante, entdo a erosao
tera um efeito de encolhimento sobre a imagem e a dilatagdo, de expansdo [Dougherty -2003].

Como exemplo de composicdo, podem ser citados os operadores de abertura e
fechamento. A abertura é caracterizada por uma erosdo seguida de uma dilatacdo morfolégica
(9). Esse operador pode ser utilizado como um filtro para a eliminag&o de ruidos da imagem.
Os ruidos filtrados séo determinados pela dimensao do elemento estruturante. O fechamento é
definido pela aplicacdo de uma dilatacdo seguida por uma erosdao morfoldgica (10). E de
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maneira similar a abertura, esse operador também pode ser utilizado para filtragem de ruidos.

A abertura e o fechamento sdo operadores duais.
A°B=(AGB)®B ©

A-B=(A®B)OB (10)

2.2.2. Operadores Conexos

Um subconjunto de uma imagem é dito um componente conexo (C;) se existe um
caminho entre dois pontos quaisquer desse subconjunto, contido no proprio subconjunto. Para
as imagens digitais, a conexidade é definida pela vizinhanca do pixel e pelo elemento
estruturante escolhido: dois pixels p e g sdo 4-conexo se q estd contido no elemento
estruturante E4 (cruz), de maneira similar, p e g sdo 8-conexo se q esta contido no elemento
estruturante Eg (quadrado) [Dougherty-2003].

Utilizando a definicdo sobre conjuntos, um operador y € dito conexo se para
qualquer conjunto A, a diferenca simétrica entre A e w(A) é composta somente por
componentes conexos de A ou de seu complemento A°. O operador conexo também pode ser
definido utilizando a definicdo de particdo: uma particdo P do espaco E, é definida como uma
colecdo de componentes conexos disjuntos {Aj}, cuja unido resulta no espaco inteiro. Cada A;
é chamado classe de particdo. Para cada pixel x, existe um conjunto Unico na parti¢cdo que
contém x, denotado P(x). Uma particdo P' é dita "mais fina" do que a parti¢do P se, para todo
X, P'(X) esta contido em P(x), e, neste caso, P € considerada a particdo "mais grossa". Desta
forma, um operador  é conexo se para todo conjunto A, a parti¢cdo associada a y(A) € "mais
grossa" do que a particdo associada a A [Salembier-1995].

Um operador conexo preserva ou remove componentes conexas, nao introduzindo
novas componentes e, consequentemente, conservando as bordas dos objetos remanescentes.
O filtro morfologico area open é um exemplo de um operador conexo. Esse operador é

caracterizado pela filtragem de componentes cujas areas sao menores do que um limiar o.

2.2.3. Reconstrucao

Transformacdes baseadas em reconstru¢des morfoldgicas podem ser utilizadas como
filtros, eliminando regides indesejadas. A reconstrucdo envolve a utilizacdo de uma segunda
imagem M, denominada "marcador"”, que contém os pontos iniciais da transformacdo. M é um

subconjunto da imagem de entrada A. Essa Gltima, é representada pelos seus componentes
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conexos. A reconstrucdo de A por M é denominada A Ag M e definida pela equacéo (11), na

qual B é o elemento estruturante e Cyx € um componente conexo de A:
AABMz U{Ck:Can;t@} (11)

A reconstrucdo caracteriza-se como uma importante operacdo morfoldgica,
apresentando muitas aplicagdes praticas, como por exemplo, a dilatagdo condicional. Como
descrito na secdo 2.2.1, quando uma imagem € dilatada por um elemento estruturante cuja
origem esta contida no mesmo, ela é expandida e essa expansao é condicionada pelo formato
do elemento estruturante. A aplicacéo de dilatacdes sucessivas em uma mesma imagem leva a
perda das fronteiras originais dos objetos. Essa situacdo pode ser contornada definindo-se
condigdes para a aplicagdo da dilatacdo, ou seja, restringindo-se as translacdes [Dougherty-
2003]. Considerando A como uma subimagem de C, e B como um elemento estruturante, a

dilatacdo condicional pode ser definida como:
A®cB = UgeaBa NC (12)
Ou, de maneira equivalente:
AD:B=(AdBNC (13)

A aplicacdo de n dilatacdes condicionais ¢ denominada dilatacdo geodésica de
tamanho n. Considerando-se M, o marcador, e A, a imagem de entrada, a reconstrucdo de A
por M pode ser implementada aplicando-se uma sequéncia de dilatacbes geodésicas, até a

convergéncia da transformagéo, de acordo com:

M, B)" = (((M @4B) D4 B) D4 ... DaB) (14)

2.2.4. Segmentacao por Watersheds

A transformada watershed é um dos métodos de segmentacdo mais conhecidos
baseado no crescimento de regides. Nesta abordagem a imagem em niveis de cinza é tratada
como um relevo topogréfico, no qual, os vales sdo caracterizados pelas regides mais escuras
da imagem e as montanhas, pelas regides mais claras. O algoritmo "inunda os vales",
agrupando pixels vizinhos com intensidades semelhantes. O algoritmo chega ao fim quando a
agua atinge os picos do relevo, o qual € particionado em bacias (regibes da imagem) por
linhas divisoras [Vincent-1991] (Figura 2.1).
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Geralmente, a watershed é aplicada sobre o gradiente morfolégico da imagem,
entretanto, por ser um operador sensivel a ruidos, a imagem resultante desse operador pode
apresentar muitos minimos locais, gerando muitas "bacias" no processo final de segmentacéo.
Esse resultado é conhecido como sobre-segmentacao. A aplicacdo de filtros sobre a imagem

do gradiente pode diminuir este problema.

(a) (b) (c) (d)

Figura 2.1. Simulagdo do transformada watershed. (a) Sinal de entrada. (b) Regides de minimo e pontos iniciais
do algoritmo. (c) Simulacdo da "inundagéo". (d) Processamento final da watershed: trés linhas divisorias e
quatro "bacias" [Dougherty-2003]

Outra abordagem para se evitar a sobre-segmentacdo ¢é a aplicacdo da watershed a
partir de marcadores [Meyer-1990]. Os marcadores delimitam as "bacias" a serem
segmentadas, ou seja, 0s pontos de minimo a partir dos quais o algoritmo devera iniciar. Ao
final, cada regido encontrada correspondera a um unico marcador. A implementacdo da
watershed baseada em marcadores pode ser obtida por reconstrucdo, de maneira que 0s
marcadores correspondam aos minimos da imagem. Esse processamento € denominado

imposicdo do minimo.

2.3. Grafos de Vizinhan¢a

Um grafo G(V,E) é um objeto formado por um conjunto de vértices ou nds (V) e um
conjunto de arestas (E), que representam as conexdes entre esses n0s. A partir dessa estrutura,
sdo derivadas algumas classificacdes:

e Nos grafos direcionados ou digrafos, cada aresta apresenta uma origem u € V e um
destino (v € V), podendo ser representada pelo par ordenado (u,v). Nos grafos nédo
direcionados, ndo h4 relacdo de ordem e a aresta € representada pelo conjunto {u,v}.

e Quando h& informacdo de custo associado as arestas de um grafo, ele pode ser
denominado grafo ponderado (wighted graph). O peso é representado por uma
fungdo w: E — R, que relaciona uma aresta e € E & um peso w(e). Esse peso pode

representar um valor de distancia, capacidade, similaridade, entre outros, dependendo
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do contexto de aplicacdo. Um grafo que ndo possui custo associados as suas arestas é
equivalente a um grafo pesado com valor unitario para cada aresta.

e Em grafos ndo direcionados, o grau de um vértice v pode ser definido como o
ndmero de arestas conectadas a v. Em grafos direcionados, podemos determinar o
grau de saida (out-degree) de um vértice (v), caracterizado pelo nimero de arestas
gue possuem v como origem, e, 0 grau de entrada (in-degree) de v, caracterizado

pelo nimero de arestas que possuem v como destino.

A utilizacdo de grafos no mapeamento das relac6es de vizinhanca entre componentes
de tecidos histoldgicos tém-se mostrado uma técnica bastante eficaz na caracterizacdo de
objetos de interesse em imagens [Landini-2004] [Gunduz-2004] [Zampirolli-2010]. Em
[Vincent-1989] é apresentado um estudo aprofundado da utilizacdo da modelagem por grafos
aliada as ferramentas fornecidas pela Morfologia Matematica (MM). As operacdes classicas
de dilatacdo e erosdo, além de diferentes filtros morfoldgicos, podem ser representados como
operacdes sobre grafos. Nesse contexto, um grafo pode ser visto como um reticulado
booleano completo, no qual, funcBes estruturantes especificas podem ser definidas.

A estrutura relacional fornecida pelos grafos, permite a extracdo de medidas
estatisticas, coeficientes e outros parametros que os representem de maneira global. A geracao
do grafo pode levar em consideracdo diferentes critérios para definicdo das arestas.
Assumindo-se uma imagem bindria cujos componentes conexos sdo 0s objetos de interesse,
temos um conjunto V de vértices, representado por esses elementos e um conjunto E de
arestas representando as relagdes de vizinhanca entre os mesmos. Um método bastante
simples para a definicdo de nds vizinhos é o k-NN (k-Nearest Neighbors), no qual, cadav € V
esta ligado aos k elementos mais préximos. Outra abordagem similar, estabelece uma conexao
entre vértices cuja distancia entre eles ndo exceda um limiar d. No entanto, esses modelos ndo
geram grafos necessariamente conectados e também ndo apresentam propriedades particulares
gue possam caracteriza-los sob certas configuracdes [Vincent-1989].

Outra classe de modelos de geracéo de grafos de vizinhanca sdo representados pelos
grafos obtidos a partir do Diagrama de Voronoi (DV). Este Gltimo, também denominado
Dirichlet Tesselation, é uma particdo do espaco formada por pontos equidistantes dos
elementos de V. Para todo v € V pode ser definido um poligono Z(v) formado pelos pontos

mais proximos de v do que de qualquer outro elemento de V:

Z(w) = {m € R%,V q € V\{v},distancia(m,v) < distancia(m,q)} (15)
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Z(v) também pode ser denominado zona de influéncia de v. A seguir serdo descritos

alguns modelos de grafos de vizinhanca derivados do Diagrama de Voronoi:

2.3.1. Triangulac¢ao de Delaunay (DT)

Também conhecido como grafo dual do Diagrama de Voronoi, a triangulagdo de
Delaunay (TD) estabelece conexdes a cada tripla de pontos, sempre formando triangulos.
Neste modelo, dado um conjunto de pontos P = {p;,pa, ...,pn} € R?, 0 tridngulo p;, p;, px €
TD(P) se a circunferéncia circunscrita ao mesmo € vazia (Figura 2.2a). A dualidade entre a

TD e o Diagrama de Voronoi poder ser visualizado na Figura 2.2b.

P

Pk Pj

@) (b)

Figura 2.2. (a) Critério para um triangulo pertencer a Triangulacéo de Delaunay (TD). (b) Triangulagéo de
Delaunay (linhas cheias) vs Diagrama de Voronoi (linhas pontilhadas)

2.3.2. Gabriel Graph (GG)

E um modelo proposto da década de 60 por Gabriel e Sokal [Matula-1980], no qual,
hd conexdo entre dois vértices da rede quando o seguinte critério € atendido: dado um
conjunto de pontos P = {p4,p, ...,n} € R?, p; € p; estédo conectados se a circunferéncia que

apresenta a distancia entre i e j como diametro ndo contém nenhum ponto inscrito & mesma
(Figura 2.3).
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Figura 2.3. Critério para definicdo de arestas no modelo Gabriel Graph

Ou seja, p; € p; estdo conectados se a distancia entre eles for menor do que a soma

das distancias entre cada um destes pontos a um outro ponto qualquer k do espaco (Eq. 16).

dist(i, j)? < dist(i, k)? + dist(j, k) (16)

Sendo dist, a distancia euclidiana.

2.3.3. Rede de Vizinhanca Relativa

Neste modelo, para dois pontos p; e p; estarem conectados, a intersecgdo entre as
duas circunferéncias que apresentam distancia entre p; e p; como raio comum, devera estar

vazia (Figura 2.4). Ou seja, p; € p; estardo conectados se a distancia entre eles for menor do

que a distancia maxima entre p;, p € p;,px:

dist(i,j) < maximum(dist(i,k),dist(j, k) ) a7

Figura 2.4. Critério para defini¢do de arestas no modelo Rede de Vizinhanca Relativa
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Os modelos de geracdo de redes TD, GG e RVR apresentam algumas propriedades
especificas [Vincent-1989]:
e S30 conexos;
e Podem ser obtidos a partir do Diagrama de Voronoi;
e Representam aproximacdes precisas de grafos planares;
e A cardinalidade do conjunto de arestas esta limitado a: 3n — 6, sendo n a ordem
do grafo;
e Existe uma relacao de inclusdo entre eles dada por: RVR € GG c TD
A Figura 2.5 apresenta exemplos de redes geradas a partir dos trés modelos descritos

acima.

(a) (b)

(©)

Figura 2.5. Exemplos de modelos de geracdo de redes. (a) Triangulacdo de Delaunay. (b) Gabriel Graph. (c)
Rede de Vizinhanca Relativa. [Rosenberg-2011]
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2.4. Andlise Baseada na Teoria de Redes Complexas

O conceito de "rede" é utilizado para caracterizacdo de dados relacionais e a
abrangéncia deste termo € tdo grande que sua analise pode apresentar significados diferentes,
dependendo do contexto de aplicacdo. A anélise de redes tem sido utilizada em diferentes
areas, tais como, redes sociais, sistemas complexos, epidemiologia, bioinformatica, sistemas
hipertexto, redes de transporte, entre outras, e, por ser um tema inter-disciplinar, engloba o
conhecimento teorico das areas de ciéncia da computacdo, matematica, fisica, biologia e
sociologia [Brandes-2005].

A representacdo de redes envolve o formalismo matematico da Teoria de Grafos na
caracterizacdo do conceito abstrato de "rede”. Com o auxilio da area de mecénica estatistica,
novas ferramentas foram desenvolvidas ao longo dos Gltimos anos focadas na analise da
estrutura de redes que apresentam grandes quantidades de vértices, possibilitando o estudo de
sistemas complexos. Desta forma, ferramentas estatisticas aliadas a representacdo por grafos
possibilitou um estudo mais robusto da estrutura topologica das redes, antes consideradas
como estruturas aleatdrias (em muitos casos, devido a falta de dados experimentais).

Brandes et al. define as ferramentas de analise da estrutura das redes em trés niveis: a
andlise do elemento (vértice), do grupo, e, da rede como um todo. As medidas extraidas dessa
estrutura abrangem esses trés niveis. Essas medidas podem diferenciar estruturas de interesse
e serem usadas em uma abordagem de reconhecimento de padrdes. Além disso, também
permitem um estudo dindmico dos processos envolvidos na organizacdo estrutural da rede
[Brandes-2005].

Costa et al. [Costa-2007] descreve varias métricas relacionadas para identificacdo de
caracteristicas especificas as estruturas das redes que envolvem nocdes de distancia (eqs. 18 e
19), agrupamento (eq. 20), disposi¢cdo em comunidades, entre outras. Além disso, também s&o
descritas métricas relacionadas a estrutura geral da rede, como a entropia (eq. 21). Algumas

destas métricas sdo descritas a seguir:

e Grau médio (Kmeq):
Kmea = + i ki (18)

Na qual, k; € o grau do nd i.
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e Distancia média (I):

1
L= S iz i) (19)

Sendo dj;, é a distancia geodésica entre i e j, ou seja, 0 menor nimero de arestas
conectando i e j.

e Coeficiente de cluster (cc): utilizado para a caracterizagdo da presenca de loops na

rede

1 2E;
cc = EZi D) (20)

Sendo E, o0 nimero de arestas entre 0s nds que estdo conectados ao no i.

e Entropia da distribuicdo do grau (H): relativa a heterogeneidade da rede
H= =Y, P(k)logP(k) (22)

Os trabalhos de [Gunduz-2004] e [Demir-2005] apresentam exemplos da utilizacéo

dessas métricas no processo de classificacdo em imagens histoldgicas.
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3. TRABALHOS CORRELATOS

3.1. Consideragdes Iniciais

A extracdo de atributos a partir de imagens histoldgicas tem se apoiado, ao longo dos
ultimos anos, em técnicas computacionais baseadas em textura, morfologia e topologia. Nesta
secdo serdo destacados alguns trabalhos relacionados ao contexto deste projeto. Esses
trabalhos abordam técnicas de reconhecimento de padrdes aplicados a imagens histoldgicas e

serdo descritos na proxima se¢do ordenados por grupos de pesquisa.

3.2. Descricdo dos Trabalhos Correlatos

a) Landini et al.

Neste trabalho é apresentado um método para caracterizacdo estrutural de tecidos
histoldgicos baseado na representacdo da geometria das relacdes entre as células. O método
proposto utiliza ferramentas da teoria de grafos para caracterizacdo dos padrdes encontrados
em neoplasias das vias orais. Foi utilizada uma base de imagens contendo aproximadamente
400 imagens classificadas em normais, pré-malignas ou malignas [Landini-2004]. Na etapa de
segmentacdo foi utilizada a técnica de color deconvolution, descrita em [Ruifrok-2001], com
posterior aplicacdo da watershed para a obtencdo das particdes que caracterizam as fronteiras
entre as células do tecido. Além disso, na abordagem proposta, para cada célula segmentada,
cujo centroide é definido pelas coordenadas espaciais C(x,y), € estabelecido o conceito de
vizinhanca local, caracterizada como uma regido de influéncia de cada nucleo e definida por
um raio de abrangéncia R. Assim, sobre cada vizinhanga local, um grafo é construido e
medidas séo extraidas do mesmo e armazenadas para cada C(x, y).

Foram testados e comparados diferentes modelos de grafos de vizinhanca além de
diferentes propriedades estatisticas, tais como, média, desvio padrdo, medidas de assimetria e
dispersdo da distribuicdo das areas celulares, nimero total de nds e de arestas, entre outros. As
diferencas entre os parametros extraidos da rede para as trés classes de interesse foram
avaliados utilizando-se testes de significancia estatistica. Os resultados mostraram que para

diferentes valores de R (30 e 60) as médias dos valores da maioria dos pardmetros eram
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estatisticamente diferentes para as trés classes, com melhores taxas de acuracia para R = 60 na
classificacdo das imagens. Na comparacdo entre imagens normais e malignas, também foi
verificado que quando utilizado apenas a area das células no processo de classificacdo, sem
atributos relacionados a caracteristicas topoldgicas ou de arquitetura das redes geradas, a taxa
de acurdcia diminuia (62%), quando comparada a taxa obtida com a utilizacdo desses
atributos (75%). Isso evidencia que os parametros obtidos por meio das redes forneceram
informacdes relevantes na separacao entre as classes de interesse.

Quanto as lesdes pré-malignas, foi realizada uma investigacdo das diferencas
estruturais entre trés tipos de displasias que podem ser identificadas nesse tecido. Apesar das
diferencas estatisticas significativas entre alguns pardmetros observados, as taxas de acuracia
foram de 42% para R = 30 e 51% para R = 60. Como discutido pelo autor, verifica-se que a
caracterizacdo das transformacgdes graduais nas lesdes pré-malignas é uma tarefa mais
complexa quando comparada a analise das diferencas topoldgicas entre imagens normais e
malignas, e também, quando comparada as diferencas estruturais entre imagens normais e
pré-malignas, e, entre imagens pré-malignas e malignas.

A avaliacdo das lesGes pré-malignas realizada por Landini & Othman, utilizou um
método desenvolvido pelos proprios autores e descrito em [Landini-2003] para a identificacao
automatica de camadas em imagens histopatoldgicas. Este método é baseado em
transformacdes de distancia e reconstrucdo morfolégica, através de um processo iterativo que
pode ser resumido em trés etapas: 1) identificacdo de um elemento ou de uma camada de
referéncia; 2) identificacdo dos elementos, neste caso as células, em contato direto com a
camada de referéncia, e, 3) rotulacdo da camada identificada como a nova camada de
referéncia. O processo é repetido até que todas as células estejam agrupadas em camadas.
Uma operacao essencial para se definir a préxima camada € a reconstrucdo binaria. Sendo que
a imagem utilizada como marcador é sempre definida em funcdo da camada atual. Como
camada de referéncia inicial, poderia ser escolhida, por exemplo, a camada formada pelas

células presentes na borda da imagem (superficiais), em contato com o fundo.

b) Geusebrock et al.

O trabalho descrito em [Geusebrock-1999] apresenta um meétodo para segmentacao
de tecidos a partir das relagdes de vizinhanga entre seus componentes. A construcdo da rede
que identifica os relacionamentos entre as estruturas de interesse é obtida pela técnica de k-

vizinhos mais préximos. Para cada v representando um marcador celular, é definido o
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subconjunto de vértices mais proximos de v: NY ={d;, d,, ..., d,| d; = dist(v,v;), d; <
d;y1}. A partir dessa representagdo, podem ser extraidos padrdes de vizinhanga entre as
células baseados nas distancias entre seus componentes. Esses padrfes sdo pontuais, pois
traduzem o relacionamento estabelecido entre uma célula de referéncia e outras celulas do
tecido dado o valor de k. Dessa forma, partindo-se de uma célula de referéncia, um padréo ou
template, baseado na distribuicdo espacial dos elementos do tecido, pode ser definido e
utilizado como protétipo na classificacdo das outras células quanto a similaridade em relacdo
a celula de referéncia. Dentro deste contexto, células semelhantes sdo agrupadas gerando
como resultado a segmentacdo do tecido em componentes de interesse.

A determinacdo da pertinéncia de um objeto a um agrupamento especifico é definida
pela comparacgéo do vetor de distancias observadas para este objeto com o vetor de distancias
do objeto de referéncia. Para a comparacdo entre esses dois vetores, sdo consideradas as
insercOes, delecdes ou substituicbes que deverdo ser realizadas no vetor do objeto para ser
equivalente ao vetor de referéncia. Foram definidos custos para cada uma dessas operacoes e
0 custo total da comparacéo entre os vetores foi utilizado como limiar para o agrupamento. A
acuracia obtida na geracdo dos agrupamentos foi analisada em funcdo da modificacOes
necessarias entre os vetores comparados. O método proposto foi comparado a outros métodos
também baseados na geracdo das relacbes de vizinhanca pelo técnica de k-vizinhos mais
préximos, assim como a métodos que utilizam o Diagrama de Voronoi para definicdo das
relacbes de vizinhanca. Verificou-se que este ultimo, por exemplo, é dependente da
identificacdo correta das posicGes celulares no tecido, uma vez que a remocdo de um
determinado ponto leva a uma mudanca das parti¢cOes definidas pelo diagrama. No entanto,
quanto a operacdo de substituicdo, métodos baseados na utilizacdo do mesmo mostram-se
mais robustos. J& o método proposto apresentou melhor desempenho em relacdo as operagdes
de adicdo e delecdo e, quando comparado a outros métodos baseados na técnica de k-vizinhos,
mostrou-se mais robusto em relacdo a detec¢do de erros. O autor ainda apresenta uma
aplicacdo do método proposto a segmentacdo da regido do hipocampo em imagens

histoldgicas de ratos.

¢) Gunduz et al. e Demir et al.

No trabalho de Gunduz et al. é apresentada uma abordagem baseada na utilizacdo de
atributos topologicos para caracterizacao e diagnostico de um tipo de cancer cerebral, 0 glioma.
[Gunduz-2004]. O método proposto utiliza as diferencas estruturais dos grafos gerados sobre o
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tecido de interesse para diferenciacdo de regiGes normais, regides que apresentam apenas
inflamac@o e regiGes com células cancerosas. A base de imagens utilizada pelo autor €
composta de imagens de baixa resolucdo (384 x 384 pixels) representando as regides de
interesse. O objetivo na utilizacdo dessas imagens € mostrar a adequacdo da abordagem
estrutural na classificacéo desse tipo de lesdo sem a necessidade de se obter os contornos exatos
dos nucleos celulares, tarefa que fica mais dificil em imagens com essas caracteristicas.

A primeira etapa do método proposto é a aplicacdo do algoritmo k-means para
separacdo das células em relacéo ao fundo da imagem. O resultado € uma imagem binaria, na
qual o valor 1 corresponde aos pixels pertencentes as células e o valor 0 aos pixels
pertencentes ao fundo. Essa separacdo levou em consideragdo a informacgdo de cor, assim
como a participacdo de um especialista do dominio para a classificacdo dos dois padrdes de
interesse na imagem, utilizados entdo pelo algoritmo k-means. A segunda etapa consistiu na
determinacdo do conjunto de nds do grafo. Para isto, foi definida uma grade sobre a imagem
resultante da etapa anterior. Essa grade é composta por quadrados de n x n pixels e para cada
entrada da grade é calculada a probabilidade de seus pixels representarem uma célula do
tecido. Esse célculo é baseado na quantidade de valores 1 e 0 encontrados em cada entrada da
grade. Desta forma, dois parametros devem ser controlados nessa etapa: o tamanho da grade
(n) e um limiar de probabilidade a partir do qual os pixels presentes em cada quadrado da
grade serdo considerados células e consequentemente nos do grafo. O autor caracteriza essa
etapa como uma amostragem dos nos da rede a ser gerada. Posteriormente, as arestas sdo
definidas em funcdo da distancia euclidiana entre os nos a partir do modelo de Waxman (22),
no qual a probabilidade de ligacdo entre dois n6s u e v, decai exponencialmente com o

aumento da distancia euclidiana entre eles:
P(u,v) = a.e” @@/ (22)

Os parametros «a e  desse modelo variam entre O e 1, e, controlam a conectividade
entre os elementos do grafo. Quanto mais proximos de 1, mais denso sera o grafo resultante.
Neste trabalho, foram adotados os valores @« =1 e f = 0.01 para evitar grafos densamente
conectados, assim como, grafos muito esparsos. Por fim, as seguintes métricas foram
extraidas partir de cada n6 da rede: grau (maior para células cancerosas), coeficiente de
cluster, excentricidade e closeness. As duas Ultimas estéo relacionadas a distancia entre dois
nos da rede. Os resultados mostram uma porcentagem de acerto minima de 85% na
diferenciacdo entre as trés classes de interesse. E importante notar que a classificacio foi

gerada inicialmente para cada célula, e, posteriormente, o tecido foi classificado com base no
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namero de células de cada categoria presente no mesmo. Redes neurais foram utilizadas na
etapa de classificagédo deste trabalho.

Na abordagem apresentada por Gunduz et al observa-se que apesar de oferecer uma
solucéo local para geracdo das arestas, a utilizacdo de valores de probabilidade para definicdo
das mesmas pode levar a néo identificacdo de arestas importantes na caracterizacéo de regides
de interesse na imagem, j& que somente a distancia é considerada no célculo da probabilidade.
Regides normais tendem a apresentar células mais distantes entre si. Porém a ligacdo entre
essas células é um atributo a mais que pode ser explorado, devendo ser representada.

De maneira similar ao trabalho de Gunduz, o método proposto por Demir et al
também foi aplicado na diferenciacdo entre regibes normais, regibes que apresentam
inflamacédo e regiGes com glioma [Demir-2005a]. No entanto, neste trabalho, sdo utilizadas
métricas globais (calculadas levando-se em consideracdo todos os nds da rede) para representacdo
dos tecidos em analise. Os resultados sdo comparados ao resultados obtidos por Gunduz, que
utilizou métricas locais (extraidas de cada n6 da rede) na diferenciacdo entre as trés classes de
interesse. A abordagem de extracdo de atributos globais aumentou a acuracia na classificacdo das
regides de interesse, pois permitiu a representacéo da informacéo a nivel do tecido.

Além disso, 0 método proposto foi comparado a duas outras abordagens: a primeira
utilizou apenas atributos espaciais para representar os componentes de interesse no tecido,
sem considerar qualquer ligacdo ou relacdo de vizinhanga entre 0s mesmos e a segunda
utilizou atributos relacionados a textura, refletindo as relacdes espaciais entre os niveis de
cinza da imagem. Os resultados experimentais mostraram que a utilizacdo de relacBes de
vizinhanca fornece um aumento da acurécia de classificacdo. Foi verificado que a distribuicao
espacial das células permite a diferenciacdo entre tecidos com cancer e tecidos normais com
acuracia comparavel as abordagens relacionais. No entanto, so a distribuicdo espacial ndo foi
suficiente para a diferenciacdo entre tecidos com cancer e tecidos que apresentavam
inflamacdo devido a semelhanga na densidade de células nestes dois tecidos. Desta forma, o
autor conclui que a utilizacdo de atributos obtidos a partir das relagdes de vizinhanca
definidas entre as células, por meio de grafos, fornece informagdes relevantes na comparacao
entre diferentes tecidos. Os resultados obtidos utilizando-se atributos relacionados a textura
foram equivalentes aos resultados obtidos utilizando-se apenas a densidade espacial das
células e a acuracia também diminui na diferenciagéo entre regides com inflamacéo e regides
com células cancerosas. As taxas de acuracia obtidas da diferenciacdo entre as trés classes

foram 95,45% a partir dos atributos extraidos dos grafos gerados sobre os tecidos; 78,66% a
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partir dos atributos relacionados apenas a distribuicdo espacial das células, e, 89,03%
utilizando atributos relacionados a textura.

Em outro trabalho, Demir apresenta uma metodologia baseada nos chamados
augmented cell graphs (ACG), mostrando como essa abordagem pode aumentar a acuracia do
diagndstico automético de cancer [Demir-2005b]. ACGs sdo grafos ndo direcionados
ponderados (as arestas apresentam custo associado) e completos (que apresentam uma aresta
entre cada par de vértices). Neste trabalho, os nos dos grafos s@o representados por
agrupamentos celulares, que substituem a vizinhanca local. O objetivo de se usar ACGs ¢
deixar o método independente ndo s6é da morfologia exata da célula, mas também da
localizacdo exata do nucleo / célula. Os parametros utilizados para se definir os nés dos grafos
(tamanho do grid e limiar de probabilidade) foram otimizados por validacdo cruzada. O autor
conclui que o método de definicdo dos nos e de representacdo dos mesmos por meio de
agrupamentos é menos sensivel as variacdes do processo de aquisicdo das imagens, sendo
adequado, inclusive, para o tratamento de imagens de baixa resolucdo.

Em [Gunduz-Demir-2007], é apresentado um método que vai além da classificacdo
de padrdes em imagens histoldgicas e fornece analise do mapeamento da evolucdo do glioma
baseada em uma andalise de conectividade entre 0s nés da rede gerada sobre o tecido. As
arestas definidas entre os n6s da rede sdo determinadas em funcdo da distancia euclidiana
entre 0s nos, de acordo com a seguinte probabilidade: P(u, v) = d(u, v)*. Essa abordagem é
semelhante ao método utilizado por Gunduz et al para a definicdo das arestas, porém, neste
ultimo a probabilidade é definida em funcdo do modelo de Waxman. Dessa forma, a
conectividade pode ser definida em funcdo de dois parametros: a distribuicdo espacial dos nds
(células) e o valor do expoente a. Como o primeiro parametro é especifico do tecido, o segundo
parametro foi utilizado para se controlar a conectividade do grafo.

Nos experimentos realizados, o valor de a foi aumentado gradualmente e os grafos
obtidos para cada valor do parametro foram avaliados quanto aos componentes conexos
gerados. Essa avaliagdo levou em consideracdo os tipos de componentes encontrados, tais
como, nos isolados, arvores, estruturas complexas, entre outros e a quantidade dos mesmos
para cada classe de interesse (normal, glioma de baixo-grau e glioma de alto grau). Foram
analisados valores de a contidos no intervalo [-2, 0]. E interessante notar que o nimero de
componentes conexos tende a diminuir com o aumento do valor de «, ja que a probabilidade
também aumenta e, dessa forma, mais ligacOes entre os nos da rede serdo geradas. Em outro

experimento, quando fixado o valor de «, verificou-se que o nUmero de componentes conexos
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para cada classe de interesse era estatisticamente diferente. O autor conclui que os grafos
gerados para diferentes tipos de tecido evoluem diferentemente apesar de apresentarem
quantidade de nos semelhante. Assim, a fase de um grafo é determinada pelo numero de

arestas do mesmo, assim como, pelas caracteristicas de seus componentes conexos.

f) Rizzio et al. e Zampirolli et al.

A caracterizagdo de tecidos histoldgicos por meio de grafos também se mostra
adequada ao processo de diferenciacdo de tipos de tecidos. Rizzio et al. apresentam uma
metodologia para classificacdo da arquitetura de tecidos utilizando modelagem em grafos
[Rizzio-2011]. Um vetor de atributos é gerado para cada grafo contendo medidas extraidas
dos mesmos previamente calculadas. A metodologia proposta foi testada em dois tipos de
tecidos, epitelial e adiposo, sendo que ambos apresentam arquiteturas semelhantes. Os
resultados obtidos indicam que a distdncia média (DM) pode ser utilizada como um
classificador linear na distincdo desses tecidos, além de possuir uma interpretacdo bioldgica:
como a DM é maior nas amostras de tecido adiposo em relacdo as amostras de tecido epitelial,
conclui-se que as células deste tltimo apresentam maior capacidade de comunicagéo entre si.
Uma abordagem semelhante é descrita por Zampirolli et al. que utiliza atributos morfoldgicos
extraidos de tecidos, além de atributos topoldgicos, como fonte de dados [Zampirolli-2010]
para a classificacdo de tipos diferentes de tecidos histolégicos. Cada tecido é representado por
um grafo obtido a partir da geometria de suas células, considerando-se a vizinhanga entre as

mesmas. Na etapa de classificacao foi utilizado SVM (Support Vector Machines).

g) Keenan et al. Em um contexto mais proximo ao deste trabalho, pode ser destacado o
trabalho de Keenan et al., cujo objetivo é a andlise automatica de lesGes do colo uterino
[Keenan-2000]. O processo de segmentacdo e deteccdo de nucleos das imagens utilizadas é
baseado em uma técnica de thresholding iterativo, na qual, em cada etapa, tenta-se selecionar
0s pixels pertencentes aos nucleos de acordo com o novo valor de limiar adotado. A
classificacdo dos pixels como pertencentes ou ndo ao nucleo é auxiliada por operadores
morfologicos baseados em deteccdo de bordas e extracdo de contorno. O processamento
remanescente tem como objetivo a geracdo de uma rede sobre o tecido, definida pela
triangulacdo de Delaunay e extracdo de medidas relacionadas a area dos tridngulos formados
pelas arestas, assim como o comprimento méedio das mesmas. Além disso, ha uma proposta de

divisdo do tecido em camadas de tamanhos regulares, de forma que a espessura € sempre
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igual para as trés camadas e atributos sdo extraidos de cada uma. Caracteristicas
discriminantes para esses atributos foram verificadas entre as classes normal e NIC 111 (98,7%
de acuracia de classificacdo); entre as classes NIC | e amostras que continham apenas
coildcitos (76,5%); e entre as classes NIC-I, NIC Il e NIC Il (62,3%). Esses resultados
indicam melhor acurécia na separacdo entre as classes normal e lesdo de alto nivel (NIC I11),

porém esse valor decresce na diferenciacdo entre leses intermediarias.

3.3. Consideracgées Finais

A partir dos trabalhos relacionados acima, quanto ao contexto de aplicacdo, diferente
dos trabalhos de Landini, Gunduz e Demir, 0 presente trabalho visa a caracterizagcdo e a
classificacdo automatica de lesdes que antecedem o diagndstico de cancer e que se instalam de
maneira gradual no tecido epitelial do colo uterino. Naqueles trabalhos o0s autores apresentaram
métodos para diferenciacdo de tecidos normais, com inflamacéo e cancerosos, ndo levando em
consideracdo o grau da anomalia identificada, apenas a deteccdo da mesma. Essa diferenca de
contexto de aplicacdo também pode ser verificada em relacdo aos trabalhos de Rizzio e
Zampirolli, cujo objetivo era a diferenciacdo de diferentes tipos de tecidos (epitelial e adiposo).

A caracterizagdo da evolugdo temporal proposta por Gunduz-Demir esté relacionada a
identificacdo de lesdes de alto e baixo grau relativas ao glioma. No caso das lesdes de colo
uterino foi utilizado o sistema NIC de classificacdo composto por trés classes: NIC-1, NIC-11 e
NIC-111. Porém, a principal diferenca do método proposto em relacdo ao trabalho de Gunduz-
Demir e em relacdo a outros trabalhos descritos na secéo anterior € a geracdo do grafo sobre o
tecido. Naqueles trabalhos foram utilizados métodos probabilisticos para se definir as arestas
entre os vértices dos grafos. O presente trabalho, assim como os de Rizzio e Zampirolli,
utilizam relagdes de vizinhanca entre as células para se estabelecer as ligacGes entre as mesmas.

Como relacdo ao trabalho de Keenan, para extracdo de atributos por camadas, o
tecido epitelial é dividido indistintamente em trés partes iguais, sendo a area média dos
triangulos da rede utilizada para classificagdo entre as NICs. No presente trabalho, um novo
método para identificacdo automatica das camadas deste tecido é proposto, baseado na
organizacéo estrutural de seus componentes, utilizando, para isto, um algoritmo de rotulacdo
em grafos baseado nas propriedades da Triangulagdo de Delaunay (TD). Este método &
independente da escala da imagem, assim como da posic¢do angular de suas estruturas. Além
disso, a area dos triangulos da TD foi utilizada para identificacdo de agrupamentos de

interesse na imagem. Para classificacdo das NICs, foi proposto um classificador baseado no
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namero de agrupamentos que podem ser identificados por imagem e em métricas extraidas da
rede gerada. Valores de acuracia, sensitividade e especificidade foram utilizadas na avalia¢do

da metodologia proposta.
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4.METODO PARA ANALISE ESTRUTURAL DE
TECIDOS

4.1. Consideragdes Iniciais

A proposta deste projeto baseia-se na exploracdo de atributos topologicos a fim de
auxiliar a caracterizacdo de diferentes estruturas em tecidos, identificando alteracdes nas
mesmas, quando for o caso. Neste capitulo sdo apresentadas as etapas que constituem um
método genérico proposto para analise de imagens histolégicas, visando a identificacdo de

componentes e regides de interesse.

4.2. Mapeamento das relagées de vizinhanga entre nucleos celulares

As caracteristicas dos nucleos celulares sdo parametros importantes na analise de
imagens histologicas e podem descrever alteracdes funcionais especificas. Em decorréncia,
grande parte dos métodos de segmentacdo aplicados a essas imagens tem por objetivo a
separagdo dos ndcleos. O método de segmentacdo empregado é determinado pelos atributos
que se deseja extrair. Quando ha interesse na morfologia dos nucleos, métodos baseados em
deteccdo de bordas sdo mais indicados, ja que fornecem contornos bem precisos. No caso dos
atributos topolégicos, a identificacdo aproximada da localizacdo dos nucleos pode ser suficiente
para a representacdo da dependéncia espacial entre os mesmos. Desta forma, a imagem
resultante do processo de segmentacdo € uma imagem binaria, na qual cada nucleo identificado
¢ um componente conexo. Assim, 0s nucleos segmentados poderdo ser representados pelo
conjunto de vértices de um grafo, usando a localizagdo dos seus centroides.

Partindo-se desse conjunto, é possivel modelar o relacionamento entre seus
elementos a partir de diferentes critérios. Os grafos de vizinhanca citados na secdo 2.3, por
exemplo, consideram alguns critérios de adjacéncia entre os elementos do conjunto para o
estabelecimento de conexdes entre 0s mesmos. Por considerarem a posi¢cdo geografica dos
vertices, sdo adequados para a representacdo da distribuicdo dos ndcleos no tecido.

Devido as suas propriedades particulares, a Triangulacdo de Delaunay (TD) foi o
modelo adotado neste trabalho como parte do método proposto. A uniformidade quanto ao

tipo de poligono gerado por este modelo (sempre triangulos) permite que atributos adicionais
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sejam explorados. Além disso, a TD pode ser facilmente obtida pelo diagrama de Voronoi,
definido sobre os nlcleos segmentados.
Assim, um grafo G (V, E), pode ser obtido por meio da TD(V), sendo Vcomposto pelos

centroides dos nucleos celulares e E pelas conexdes definidas entre 0s mesmos.

4.3. Andlise Baseada em Regibes

Estudos relacionados [Rizzio-2011][Zampirolli-2010] mostram que uma abordagem
baseada na extracéo de atributos globais (obtidos levando-se em consideracdo toda a estrutura
do grafo) fornece suporte a analise da organizacdo estrutural de tecidos distintos. Contudo,
para amostras provenientes de um mesmo tecido, normalmente, as diferengas entre elas
podem ser verificadas por alteragdes graduais, em apenas algumas regides. Por isso, mostra-se
mais adequada a extracdo local de atributos, caracterizada pela analise de regiGes ou
agrupamentos caracteristicos dessas alteracfes. O método proposto neste capitulo foi definido
de maneira que pudesse fornecer esses agrupamentos.

Dentro desse contexto, propriedades especificas da TD e algoritmos de rotulagdo em
grafos foram utilizados na implementacéo do método proposto. Nota-se que, para este modelo
de grafo de vizinhanca, regides do tecido que apresentam aglomerados nucleares tendem a
gerar TDs cuja area média dos triangulos é pequena. Por outro lado, regides com distribuicéo
nuclear mais esparsa tendem a gerar TDs com &rea media relativamente maior (Figura 4.1).

Anaélise semelhante pode ser feita quanto ao comprimento médio dos lados dos triangulos.

W
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;‘«'&w\‘@j

NN

Figura 4.1. Representacdo do tecido histologico pela Triangulagdo de Delaunay

4.3.1. Geracao de Agrupamentos
A fim de utilizar as propriedades especificas da TD, um novo grafo G'(V',E") foi
definido sobre a TD(V), no qual V', o novo conjunto de vértices, passa a ser representado
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pelo conjunto de tridngulos pertencentes a TD(V) e o conjunto E’, definido por critérios de
semelhanca e adjacéncia entre os pares de tridngulos. Esses critérios serdo apresentados nas
secdes subsequentes.

4.3.1.1. Relagées de Adjacéncia
As relacbes de adjacéncia definem a vizinhanga entre os elementos do grafo, neste
caso, entre os tridangulos da TD. Dois tipos de adjacéncias foram definidas e utilizadas: na
primeira, dois tridngulos sdo considerados adjacentes se apresentarem pelo menos uma aresta
em comum (Figura 4.2a). Na segunda, dois tringulos sdo adjacentes se apresentarem pelo
menos um vértice em comum (Figura 4.2b). E possivel verificar que a segunda RA é bem

menos restritiva, considerando um numero maior de vizinhos em relagdo a primeira.
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Figura 4.2. Relagdes de adjacéncia. O triangulo de referéncia € representado pela cor amarela e 0s seus vizinhos
pela cor verde. (a) Triangulos com arestas em comum. (b) Triangulos com pelo menos um vértice em comum

4.3.1.2. Critérios de Agrupamento
Um agrupamento é definido como um subgrafo de G’, ou seja, seu conjunto de
vértices V'’ ¢ um subconjunto da TD(V). Um critério de agrupamento define um limiar & a
partir do qual um triangulo ¢; pertencera a um subgrafo G''. Foram definidos dois critérios de

agrupamento:

e Proporcéo relativa entre areas (6,)
Dois triangulos ¢; e ¢;, serdo agrupados se:
Atj Ati
a— S 1 + 5A e - S 1 + SA
Ay A¢.

J

Sendo A, a area do triangulo t;, Ay; a area do triangulo ¢; e 5, € [0,1]
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e Semelhanca entre triangulos (&5)

Dois triangulos ¢; e ¢; serdo agrupados se: dist(t;, tj) < &,

Sendo dist a distancia euclidiana calculada entre os vetores formados pelos valores
das medidas dos lados de ¢; e t; e &5 € [0,1]. O vetor gerado para cada triangulo é ordenado

como descrito na Figura 4.3.

Figura 4.3. O tridngulo exemplificado, tal que x; < x, < x3, passard a ser representado pelo vetor X =
[x1, x2, x3] mantendo a relagdo de ordem entre as medidas dos lados

4.3.1.3. Algoritmo de Agrupamento

O algoritmo apresentado no Quadro 1 agrupa triangulos da TD utilizando as relac6es
de adjacéncia e os critérios de agrupamento definidos anteriormente. Esse algoritmo permite o
mapeamento da TD em agrupamentos ou subgrafos que possam fornecer melhor
representacdo de objetos e separacao de regides de interesse na imagem sob analise.

A escolha de uma RA estabelece o critério de vizinhanca entre ndcleos e pode ser
implementada por uma matriz de adjacéncia (M). O critério de agrupamento, quando definido
em funcdo da proporcao relativa entre areas (84), € representado por um valor percentual que
traduz o limiar superior pelo qual dois tridngulos ainda poderdo ser agrupados. Quando
definido em funcdo da semelhanca entre triangulos (&), é representado por um valor
percentual da semelhanca maxima entre dois triangulos quaisquer da rede, ou seja, € um
limiar de semelhanca abaixo do qual dois triangulos poderao ser agrupados.

O algoritmo inicia-se a partir de um triangulo t;, denominado triangulo de referéncia,
para 0 qual sdo verificados os triangulos que respeitam os critérios de adjacéncia e
semelhanca atraves dos métodos booleanos: adjacente(t;, t;) e similar(t;, t;, ). Esses
triangulos sdo empilhados em 2 e juntamente com t; sdo adicionados a um agrupamento C;.
Enquanto P ndo estiver vazio, 0 mesmo processo € repetido analisando-se os triangulos
vizinhos aos elementos de . Ou seja, enquanto houver elementos em P, mais triangulos
poderdo ser adicionados ao agrupamento C;. O método visitado(t;) verifica se o triangulo
analisado ja foi adicionado a algum agrupamento. Quando a pilha estiver vazia o agrupamento
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C; nao recebera mais triangulos e um novo agrupamento € criado. Entéo, o processo descrito
acima € repetido para os triangulos remanescentes até que todos sejam agrupados. Cada
tridangulo é visitado apenas uma vez. E importante notar que as verificagdes dos critérios de

adjacéncia e semelhanca séo sempre efetuadas em relacéo ao tridngulo de referéncia t;.

Quadro 1. Deteccdo de agrupamentos
O algoritmo de Agrupamento

Entrada. Imagem Binéaria (I) contendo a posi¢do dos centrdides dos nucleos
celulares.
Saida. Conjunto de n agrupamentos: C.

Passo 1. Definir RA: matriz (M)
Passo 2. Definir CA: &

Passo 3. Agrupar:
Pe<0
C <0
Ci «0Q

Paracadat; € TD(V,E)
Se lvisitado(t;)
agrupar(t;, C;)

Paracada t; € TD(V,E)
Se lvisitado(t;) e adjacente(t;, t;) e similar(¢;, t;, §)
agrupar(t;, C;)
inserir(t;, P)

Enquanto (P # 0)
remover(t,, P)
Paracadat, € TD(V,E)
Se lvisitado(t,) e adjacente(ty, t,,) e similar(t;, ty, §)
agrupar(tg, C;)
inserir(ty, P)

C(—Ci
Cl‘(—(D

Retorna(C)

Quanto maior o valor de §, menor 0 nimero de agrupamentos gerados, porém, mais
heterogéneos poderdo ficar os agrupamentos. Portanto, a escolha desse valor é um

compromisso entre a cardinalidade de C e a tolerancia quanto ao critério de agrupamento.
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4.3.2. Rotulacao de Agrupamentos

A obtencdo de um grande nimero de agrupamentos nem sempre é desejavel. O
algoritmo de agrupamento poderd ser aplicado novamente sobre C em um processo
hierarquico, no qual os valores médios de cada grupo passam a ser referéncia na verificacdo
dos critérios de agrupamento. No entanto, deve-se considerar que 0s préximos niveis de
aplicacdo deste algoritmo exigirdo valores de § maiores do que para as iteragdes anteriores,
podendo levar a agrupamentos com elementos bastante distintos. As proximas secoes
apresentam duas abordagens baseadas na area média dos triangulos da rede que auxiliam o
controle do nimero de agrupamentos. Esse controle é efetuado de acordo com as regides de
interesse que se deseja caracterizar na imagem. A primeira é uma abordagem n&o
supervisionada que utiliza filtragem de agrupamentos por taxa de ocupacdo e a segunda é uma
abordagem supervisionada na qual valores de area média sdo estimados e utilizados como

referéncia para classificagcdo dos agrupamentos.

4.3.2.1. Abordagem ndo-supervisionada: filtragem de agrupamentos

por drea de ocupagdo
O método apresentado nesta secdo pode ser utilizado para se reduzir o nimero de
agrupamentos gerados a N'. Para isso, é utilizada a taxa de ocupacdo (T0O) de cada

agrupamento, definida como:
TO = Ac,/Ae, (23)

Na qual Ac, é a area do agrupamento C;, que corresponde a soma das areas dos
tridngulos pertencentes a este agrupamento, e, Ae € a area total da rede, que corresponde a
soma das areas de todos os triangulos. Com base no valor de TO um limiar a pode ser
utilizado para filtragem de agrupamentos considerados muito pequenos em relacdo a area
ocupada. O algoritmo de eliminacdo desses agrupamentos pela incorporacdo dos mesmos a
outros com maiores TOs € descrito no Quadro 2.

Seja um agrupamento permanente definido por: C, € C, TOc,2a e um
agrupamento a ser filtrado definido por: Cr € C, TOc, <a,a primeira etapa do algoritmo
tem como objetivo classificar os agrupamentos de C em C,, ou Cy. Posteriormente, para cada
Cr, calcula-se a diferenca absoluta (A) entre sua area média e a area media de cada C,. O

menor valor de A, define a qual C,, C; devera ser incorporado. Ao final do processo sera
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retornado o conjunto Cp, contendo todos os agrupamentos permanentes apds a etapa de

filtragem.

Quadro 2. Algoritmo para filtragem de agrupamentos por area de ocupacdo
Filtragem por area de ocupacao

Entrada. Conjunto de n, agrupamentos: C.
Saida. Conjunto de n, agrupamentos: C’, sendo n, < n,

Cp <0
Cr <0

ParacadaC; € C
Se (TO¢, = a)
inserir(C;,Cp)
Se ndo
inserir(C;, Cr)

Para cada C; € Cp
Para cada Cy € Cp
Se chckz ACjCk+1
Cm < Ck+1
agrupar(Cj, Cy,)

Retorna Cp

4.3.2.2. Abordagem supervisionada: estimagédo da drea média

Este método utiliza-se de uma referéncia externa na definicdo de limiares que
fornecam uma classificacdo dos agrupamentos da rede. Essa classificacdo € determinada pelo
contexto de aplicacdo e engloba a participacdo de um especialista do dominio de anélise da
imagem na defini¢do a priori dos componentes que se deseja obter da imagem.

Mais especificamente, o especialista contribui segmentando manualmente objetos ou
regides de interesse a partir de imagens de treinamento. Essas imagens atuam como templates,
a partir dos quais podem ser obtidas medidas ou limiares que caracterizem 0S seus
componentes. Para cada regido segmentada, é gerada uma TD e a area meédia de seus
triangulos é calculada. Os valores estimados sdo utilizados entdo utilizados na classificagdo de
outros agrupamentos. Dessa forma, o nUmero maximo de agrupamentos possivel torna-se um

valor fixo.
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Esse processo pode ser aplicado, por exemplo, na identificagdo das camadas do
tecido epitelial do colo uterino, as quais seriam segmentadas manualmente pelo patologista
em um conjunto de imagens utilizadas para treinamento. A partir desta segmentagdo, cada
camada identificada pelo especialista passa a ser caracterizada como um agrupamento, de
acordo com o modelo proposto. Esse agrupamento podera ser, entdo, representado
quantitativamente e passara a representar uma das trés camadas do tecido epitelial.

4.4. Representacdo de agrupamentos: geragdo do vetor de caracteristicas

Os algoritmos apresentados na secao anterior permitem a representacao do tecido por

meio de agrupamentos caracteristicos, como descrito da Figura 4.4.

Filtragem por

Algoritmo de f drea média
Agrupamento _ .
RIS ARD % Estimacdo da
S v AN area média
Imagem Binaria Triangulacdo de Agrupamentos
Delaunay

Figura 4.4. Processo de geragdo de agrupamentos.

Define-se entdo um conjunto de atributos representando medidas a serem extraidas

de cada agrupamento por meio do seguinte vetor:
X = [X111X12' ...,Xln,X21,X22, ...,in, ""XATl] (24)

Sendo n o ndmero de agrupamentos, A o numero de atributos e X;; o valor do

atributo i obtido sobre o agrupamento ;.

4.5. Classificagcdo da Imagem

Como parte do modelo proposto para avaliacdo de imagens histopatologicas, a ultima
etapa tem como objetivo a modelagem de um classificador que devera fornecer a saida
desejada de acordo com as caracteristicas do problema em anélise. Os pardmetros necessarios
para definicdo do classificador sdo obtidos por meio do processo de treinamento, efetuado
sobre um conjunto de dados utilizado para o aprendizado do conceito de interesse, como

descrito a seguir:

42



Seja Y a variavel que descreve as classes de interesse e E[X;] a média amostral para

o0 atributo X;, um vetor representativo )?r pode ser estimado paracaday € {1,2---N_}:

)?r = [E[X11]:E[X12]’ ---»E[XANy]] (25)

y

Sendo A o nimero de atributos; N,,, 0 numero de instancias pertencentes a classe y e
N, 0 nimero de classes. Ou seja, cada classe passa a ser representada por Xr,. Para a

rotulacdo de uma nova instancia (X;), sdo calculadas as distancias euclidianas entre X; e cada
)?ry. A instancia i receberd o rétulo da classe que fornecer a menor distancia.

O célculo da distancia euclidiana entre o vetor de caracteristicas da instancia i e o
vetor representativo de uma determinada classe é adequada quando estes dois vetores
possuem a mesma dimensdo. Quando uma nova instancia ndo apresenta o nimero maximo de
agrupamentos possivel, um classificador especifico devera ser projetado para cada
combinacdo de agrupamentos, uma vez que a auséncia de um agrupamento especifico pode

ser uma informagao importante na classificagéo final da imagem.

4.6. Consideracgaes Finais

Neste capitulo foi apresentado o método proposto para analise estrutural de imagens
histopatoldgicas, a partir do qual, podem ser caracterizados os componentes de interesse nos

tecidos sob andlise, assim como, suas alteracdes estruturais.
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5.METODO PARA ANALISE AUTOMATICA DE
IMAGENS DE COLO UTERINO

5.1. Consideracgaées Iniciais

O metodo descrito neste capitulo tem por objetivo a analise automatica de imagens
histopatoldgicas do colo uterino visando a identificacdo de lesbes precursoras do cancer que ai
se instala. A Figura 5.1 apresenta as etapas que serdo descritas nas secdes subsequentes. Os
processos em branco (sem preenchimento) ndo foram executados neste projeto. A aquisicao
de imagens e o levantamento de parametros perceptuais de analise das mesmas foi realizado
com o auxilio de especialistas da area. Operadores morfologicos e a transformada watershed
foram utilizados na etapa de segmentacdo. O método apresentado do capitulo 4 foi utilizado
para analise estrutural dessas imagens e envolve as etapas de geragdo do grafo, identificacéo
das camadas do tecido, extracdo de métricas e classificagdo das NICs.

~Fixagaol ™ ,v"O'ﬁéfﬁo?é‘g‘\E
\ Coloragzo / \‘I‘f!?rfologfgsj

Amostras Imagens

_ Str Y . . ! ag s + . Imagem dos

Histologicas - - Histolégicas s —.. Ncleos Celulares
N

"/' ‘\l o ",
\Ii}igitalizagél}} { Watershed
o \\ e g

l

Aquisicio de Dados Segmentage | —
(-’"T riangulag&o™
De Delaunay /
\\“ﬁu\_______‘,-"”yl’
Classificacéo ~
o Geragiio do Grafo
Autométicadas NICs de Vizinhanga
/‘ p— - lr'lfdiltragem por™, Jr
7 Métricas ™ \, érea média /
1 - — S
Vetor de \\g licadas.” Grafos sobre as o - & FISE
Caracteristicas | < < camadas do tecido| < P toda a imagem
Extragio de Atri- / Estimac&o dé
butes por Camadas . érea médiag.”
e
Tdentificagdio dos
Agrupamentos

Figura 5.1. Processo de analise automatica das imagens de tecido epitelial do colo uterino. Os processos em
branco (sem preenchimento) ndo foram executados neste projeto
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5.2. Levantamento de Pardametros Perceptuais

Os parametros perceptuais sdo caracterizados pelos atributos de anélise utilizados
pelos patologistas no processo de determinacdo do diagnostico. Especificamente, no caso das
lesbes neoplésicas do colo uterino, alguns pardmetros de interesse para o patologista sdo: a
perda da estratificacdo do tecido, ou seja, a despolarizacdo das trés diferentes camadas do
tecido epitelial; a proporcéo relativa do volume nuclear em relacdo ao volume citoplasmatico
(na imagem, representados pelas respectivas areas); a presenca de HPV (Human Papilloma
Virus), identificado por estruturas denominadas coildcitos, entre outros. Apesar de subjetiva, a
definicdo desses parametros é auxiliada por padrdes internacionais, como o Bethesda e o NIC,
apresentados na sec¢do 1.2.

No presente projeto, esses parametros foram definidos em reunides regulares com
patologistas, assim como, por meio do estudo da literatura de referéncia. O parametro
escolhido como objeto de estudo no presente trabalho foi a alteragé@o estrutural causada pela

despolarizacdo das camadas do tecido epitelial.

5.3. Segmentacdo

Para a segmentacdo das imagens histopatologicas do colo uterino foi implementado
um pipeline de operadores morfolégicos com a adoc¢do da transformada watershed baseada
em marcadores. A parte especifica desse algoritmo proposto por [Meyer-1990], é a definicéo
dos marcadores, pois estes sdo dependentes do contexto de andlise da imagem, o que nem
sempre € uma tarefa facil em uma abordagem totalmente automatica. Para isto, podem ser
utilizadas a marcacdo manual, a semi-automatica e, quando possivel, a automatica. No
método aqui proposto séo utilizados operadores morfoldgicos para a determinacdo automatica
de marcadores para os nucleos celulares.

Para a abordagem apresentada nesta secdo, as imagens de interesse sdo tratadas em
niveis de cinza e um pipeline de operadores morfoldgicos € definido e aplicado em um
processamento inicial para se determinar os marcadores internos ao nucleos. Esses
marcadores sdo representados por componentes conexos, que definem as regides de interesse

a serem segmentadas. O pipeline de operadores € detalhado a seguir:

o close-by-reconstruction top-hat: destaca a diferencga entre pequenos agrupamentos
de pixels mais escuros (que apresentam valores de pixels mais baixos)

circundados por pixels mais claros (valores de pixels mais altos). A transformada
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close top-hat é caracterizada pela subtragdo da imagem original pelo fechamento
morfologico (eq 8) e definida pela seguinte equagéo:
fib=(-b)—f (26)

e abertura / fechamento: esses operadores efetuam uma filtragem, eliminando
ruidos sobre a imagem resultante da aplicagdo do operador close-by-
reconstruction top-hat. Antes da aplicacdo desses operadores, a imagem de
referéncia deve ser limiarizada, gerando-se uma imagem binéria.

e area open: este operador ¢ um filtro conexo e sua aplicacdo tem como objetivo

garantir que cada marcador encontrado seja uma componente conexa da imagem.

Em uma segunda etapa, sdo obtidos os marcadores externos aos nucleos celulares,
cuja funcdo é limitar a area maxima de crescimento da regido segmentada quando da
aplicacdo da watershed. Inicialmente, a partir da imagem obtida na etapa anterior, € calculado
o diagrama de Voronoi, que consiste na determinacdo de fronteiras equidistantes entre os
objetos de interesse na imagem. Para as imagens em analise, 0s centroides das regibes
conexas, definidas como marcadores internos, sdo utilizados para representar os nucleos
celulares. Cada regido obtida a partir do diagrama de Voronoi é chamada "zona de
influéncia”. A cole¢do do todas as zonas de influéncia é denominada SKIZ (Skeleton of
Influence Zone). A imagem resultante desse processo contém os marcadores internos e 0s
externos. Finalmente, € aplicada a watershed sobre o gradiente da imagem original,
utilizando-se os marcadores obtidos nas etapas anteriores. A sequéncia de operadores aplicada

é resumida na Figura 5.2.

¥ Close Top-Hat

Imagem em
Niveis de Operadores > Abertura/ Imagem
: |_fl; Morfologicos Fechamento ;> Binaria
Cinza g » Area-Open
—
Watershed
Contornos

Diagrama de
com {—
Nucleares Voronoi / SKIZ

Marcadores

Figura 5.2. Pipeline de operadores morfoldgicos utilizado na segmentagdo dos nucleos celulares.
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5.4. Andlise Estrutural

A identificacdo dos nucleos celulares em imagens de tecido epitelial do colo uterino
por meio de técnicas de segmentacdo configura-se como a primeira etapa da analise estrutural
do mesmo. A imagem binaria resultante desse processo, contendo a posicio relativa dos
nacleos, aplica-se o método de analise estrutural de tecidos histolégicos proposto e
apresentado no capitulo 4. As diferencas estruturais presentes nas lesdes neoplasicas desse
epitélio podem ser quantificadas por meio de métricas extraidas das redes geradas e
combinadas em um vetor de caracteristicas a fim de serem avaliadas. As subsec¢Ges seguintes
apresentam o0 método proposto para representacdo e andlise automética das lesGes

intraepiteliais cervicais.

5.4.1. Identificacdo das camadas do tecido epitelial

A organizagdo estrutural do tecido epitelial é avaliada em cada camada pelo
patologista. A camada atingida pela leséo define a malignidade da mesma. Devido a esse fato
e a analise da Figura 1.2, verifica-se a adequacdo de uma abordagem local de extracdo de
atributos, como descrito na secdo 4.3. Essa abordagem é caracterizada pela obtencdo de
atributos a partir de diferentes agrupamentos da rede, em contraste com a abordagem global.
Neste caso, 0s agrupamentos sdo representados pelas camadas de interesse: basal,
intermediéria e superficial.

A identificacdo automatica dessas camadas foi efetuada em duas etapas. Na primeira,
foram definidas as fronteiras entre elas aplicando-se o algoritmo descrito no Quadro 1 para
geracdo de agrupamentos. Foram avaliadas as relacbes de adjacéncia e os critérios de
agrupamento que fornecessem uma representacdo 6tima. Na segunda etapa, 0s agrupamentos
identificados foram rotulados. Para isto, foram utilizadas e testadas duas abordagens: nédo

supervisionada e supervisionada.

Abordagem Ndo Supervisionada

Nesta abordagem foi utilizada a filtragem de agrupamentos por area de ocupacao
(Secdo 4.3.2.1). Assim, os trés maiores agrupamentos foram selecionados e ordenados pelos
respectivos valores de area média dos triangulos. O agrupamento com menor valor de area
média foi rotulado como basal (B), o segundo menor, como intermediario (1) e, o de maior
area, como superficial (S). Nota-se que, com essa abordagem, todas as imagens apresentardo

as trés camadas de interesse.
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Abordagem Supervisionada

E esperado que para uma imagem normal, sem lesdo, tridngulos pequenos sejam
encontrados em maior quantidade na camada basal do tecido epitelial do colo uterino,
triangulos médios na camada intermediaria e, por fim, triangulos grandes na camada
superficial. A presenca de leséo no tecido tende a gerar redes mais homogéneas quanto ao tipo
de triangulo encontrado, como, por exemplo, em lesdes de alto grau (NIC-II1), nas quais
espera-se encontrar uma grande quantidade de triangulos pequenos. Deste modo, foram
definidas trés classes de triangulos, considerando-se sua area: basal (B), intermediario (I) e
superficial (S). Para a obtencao dos intervalos que representassem cada uma dessas classes foi
utilizada a abordagem supervisionada (Secdo 4.3.2.2). Foi solicitado a um patologista a
identificacdo manual das fronteiras entre as camadas histoldgicas em um conjunto de imagens

normais. Exemplos da identificacdo realizada por ele podem ser visualizadas na Figura 5.3.

Figura 5.3. As linhas pretas representam a separa¢do manual em camadas do tecido realizada pelo patologista

Apos a identificacdo manual, essas imagens foram separadas em trés agrupamentos
definidos de acordo com as fronteiras tracadas pelo patologista e uma TD foi gerada sobre
cada um. Foram calculados os valores de area média dos tridngulos para cada agrupamento,
representando as camadas basal, intermediaria e superficial, para cada imagem do conjunto de
treinamento. Esse processo resultou na estimacdo de 3 valores: area média dos triangulos da
camada basal (45), area média dos tridangulos da camada intermediaria (4;) e 4rea média dos
triangulos da camada superficial (4s). A partir desses valores, o critério para classificacio dos

triangulos € descrita a seguir:
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(Ap+Ap)

e basal, se A; <
. s Ap+A Aj+A
o intermediirio, se 2EYAD A < (rtds)
. . Aj+A
o superficial, se A, >4

Sendo A, a &rea de um tridngulo pertencente a TD gerada. Diferente da abordagem

ndo supervisionada, a rotulacao dos tridngulos pode gerar de um a trés agrupamentos.

5.4.2. Geracao do vetor de caracteristicas

A modelagem realizada na etapa anterior permitiu a representacdo do tecido em
camadas por meio da aplicacdo do algoritmo de agrupamento e do processo de rotulacdo dos
mesmos. A etapa descrita nesta se¢do caracteriza-se pela extracdo de medidas das camadas
obtidas. As métricas adotadas nessa fase foram escolhidas com base nas diferencas estruturais
gue os agrupamentos de interesse fornecem, como por exemplo, a taxa de ocupacdo (T0),
caracterizada pela soma das areas dos tridngulos de um determinado agrupamento em relacéo
a soma das areas dos triangulos de toda a rede; o grau médio (k,,.4) € a entropia com relagédo
ao grau (H). Essas duas Ultimas métricas foram descritas na secdo 2.4.

Experimentos foram realizados considerando-se as métricas isoladamente,

representadas pelo seguinte vetor X = [XgX;Xs], no qual, X representa uma determinada
métrica e B, I e S, representam os agrupamentos previamente definidos (basal, intermediério e

superficial). Se uma instancia apresentar somente agrupamentos basal e intermediario, o vetor

passa a ser representado por X = [XpX;]. Além disso, foram consideradas também
combinac6es entre as diferentes métricas, assim como, a exclusdo de valores extraidos de um
determinado agrupamento com o objetivo de se avaliar a acuracia de classificacdo das NICs

para diferentes conjuntos de atributos e, também, entre agrupamentos (B, | € S).

5.4.3. Projeto de um classificador

A partir dos vetores de caracteristicas obtidos na modelagem baseada em camadas,
foi projetado e implementado um classificador para as NICs. Como descrito anteriormente, de
acordo com a abordagem de geracdo de camadas utilizada, no maximo trés agrupamentos
podem resultar desse processo. Desta forma, particbes foram criadas para atender 0s
diferentes vetores de caracteristicas.

Baseado no modelo tedrico adotado neste trabalho (Figura 1.2), foram identificadas

algumas combinacfes de agrupamentos possiveis de serem geradas dentro do método
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proposto. Por exemplo, verificou-se que a existéncia de vetores que contenham apenas
métricas do agrupamento basal seria uma situacéo aceitavel, uma vez que, lesdes de alto grau
tendem a gerar redes mais homogéneas, com triangulos pequenos. Ja em redes obtidas a partir
de imagens normais, € esperado que os trés agrupamentos sejam identificados, e, em redes
obtidas a partir de lesdes NIC-1 ou NIC-Il, € esperado que apresentem um nUmero
intermediério de agrupamentos. No entanto, nas redes geradas para esses dois Ultimos
conjuntos, na fase de treinamento, verificou-se que ambas tendem a gerar trés agrupamentos,
porém com variacfes bem distintas da taxa de ocupacéo da rede para cada classe.

Devido a essa variacdo do numero de agrupamentos obtidos por imagem, foram
definidas quatro parti¢cdes do classificador, as quais permitiram que apenas vetores de mesma
dimensdo fossem comparados entre si. Essa modelagem evitou que o valor zero fosse usado
inadequadamente na representacdo de um atributo ausente. Por exemplo, no célculo do grau
médio, a adogdo do valor zero para um agrupamento ausente, indicaria que ele apresenta nao
apresenta vizinhos, quando, na realidade era impossivel calcular esse valor.

Esses conflitos na representacdo de valores para agrupamentos ausentes foram
resolvidos com a utilizacdo das seguintes parti¢6es, definidas de acordo com a quantidade e o

tipo de agrupamentos obtidos Figura 5.4:

1) identificacdo somente do cluster basal: X= [Xp]
2) identificacdo dos clusters basal e intermediario: X = [XpX:]
3) identificacdo dos trés clusters: X = [X,X;X;]

4) qualquer vetor X, distinto dos vetores especificados nos trés itens acima

Nesta Ultima particdo estdo incluidos, por exemplo, vetores que apresentem
agrupamentos basais e superficiais X = [XpXs] ou intermedidrios e superficiais X = [X,Xs].
Esses vetores ndo sdo representativos do modelo tedrico de evolugdo das lesdes de interesse,
pois séo consideradas combinacdes impossiveis de serem representadas em situacdes reais, e,
portanto, sdo considerados ruidos e ndo sao classificados.

As particdes 1 e 2 levam a classificagdo NIC-11l devido aos exemplos encontrados
durante a etapa de treinamento do classificador e que representaram apenas 1,72% do
conjunto de exemplos. A grande maioria encontra-se na particdo 3. Para esta particdo foi
estimado um vetor representativo para cada classe de interesse: Normal, NIC-I, NIC-1l e NIC-

I11, como descrito na sec¢do 4.5. Esse vetor representativo é caracterizado pelo valor esperado
50



de cada atributo considerado no vetor. Na etapa de testes, cada imagem gerou um vetor de
caracteristicas, o qual foi comparado a cada um dos quatro vetores representativos estimados
no treinamento por meio da célculo da distancia entre eles. A classe adotada para 0 novo

exemplo foi a classe que apresentou menor distancia entre o seu vetor representativo e o vetor

da imagem de referéncia, representado na Figura 5.4 por dy, = d (X, , X).

X= [X11, X1z s X

|

Identificagdo das camadas

Outras
B/ represemadas no vetor ﬂ)inacﬁcs
NIC-IlI Nag
B+ y Classificado
B+I+S

NIC-1II

Comparaf;ao
entre Xr
d‘ﬂ "I—d(X\U m, X) m ‘1—d( X'\]C ]]LX)

Normal (/ \ NIC-1ll
d!‘l]'.:‘lz d(_)E.'N]C-], f) dm:nz d(SE.'_\']C-]], Rb:]

NIC-I NIC-II

Figura 5.4. Classificador implementado e suas respectivas particoes

5.5. Avaliagdo dos Resultados

Para analisar a eficacia dos resultados obtidos na etapa de segmentacdo, foram
comparadas as imagens resultantes do processamento automatico com as imagens obtidas a
partir da segmentacdo manual realizada por um especialista da &rea. Essa comparagdo foi
obtida calculando-se a sobreposicdo entre imagens dos nucleos segmentados pelos processos
automatico e manual. Para este célculo, sdo contabilizados os pixels identificados como
pertencentes ao nucleo pelos dois processos de segmentacdo para uma mesma imagem. A
razdo entre esses numeros fornece a taxa de sobreposicdo. Uma taxa de sobreposi¢cdo media
foi obtida ap0s o processamento de imagens a partir de um conjunto de treinamento.

Para avaliar os atributos utilizados e a classificacdo das NICs foram utilizadas

medidas de acuracia (27), sensitividade (28), especificidade (29) e curvas ROC (Receiver
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Operating Characteristic) [Metz-2000]. A acurécia representa a fracdo de imagens
classificadas corretamente. A sensitividade € caracterizada pela frequéncia com que o
algoritmo identifica corretamente a existéncia de uma anomalia e a especificidade, pela

frequéncia com que o algoritmo identifica corretamente a auséncia de anomalia.

;s . VP+VN
acuracia = ——— (27)
VP+FN+VN+FP
e VP
sensitividade = (28)
VP+FN
VN
especificidade = 29
pecif VN+FP (29)

Nas quais,

e VP (fracdo de verdadeiros positivos): numero de exemplos que apresentam
anomalias e que algoritmo classificou corretamente;

e FN (fracdo de falsos negativos): nimero de exemplos que apresentam anomalias
e que o algoritmo nao classificou corretamente;

e VN (fracdo de verdadeiros negativos): nimero de exemplos que ndo apresentam
anomalias e que o algoritmo classificou corretamente;

e FP (fracdo de falsos positivos): numero de exemplos que ndo apresentam

anomalias e que o algoritmo ndo classificou corretamente.

Para avaliar o compromisso entre sensitividade e especificidade foi utilizado o
Coeficiente de Correlacdo de Matthews (MCC - Matthews Correlation Coefficient), calculado

através da férmula:

MCC = VPXVN— FPXFN (30)

\/(VP+FP)(VP+FN)(VN+FP)(VN+FN)

O MCC é um coeficiente de correlacdo entre as classificacbes observadas e as
preditas, quer varia no intervalo [-1,1]. Quanto mais préximo de 1, maior o numero de
predicdes corretas. O valor 0 indica que o numero de predigdes corretas € praticamente
aleatdrio e o valor —1 indica que as classificacdes preditas sdo totalmente diferentes das
observadas. Similar a acuracia, 0 MCC considera também considera os valores de VP e VN

no célculo de predigcbes corretas, porém este ultimo ndo esta sujeito ao viés do tamanho
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amostral, que pode ocorrer quando as dimensdes dos conjuntos de treinamento s&o diferentes
para diferentes classes [Baldi-2000].

Diferentes etapas do método proposto foram acompanhadas por especialistas da area
possibilitando a validacdo de varias etapas do projeto. Como, por exemplo, durante o
levantamento de parametros perceptuais, na distingdo das anomalias de interesse, permitindo a
caracterizacdo morfoldgica e estrutural das lesdes. A etapa de aquisicdo de imagens também
contou com a participacdo de especialistas. As imagens capturadas foram avaliadas por um
patologista quanto a qualidade e representatividade das lesdes de interesse. Esse processo
auxiliou a filtragem de ruidos presentes na base de imagens. A definicdo dos limiares de area
para caracteriza¢do dos agrupamentos basal, intermediério e superficial, na etapa de extracdo
de atributos também foi auxiliada pelo patologista, por meio da delimitacio manual das
camadas do tecido epitelial nas imagens de interesse. Esses limiares foram utilizados na fase
de treinamento para estimacao de parametros do modelo.

Em todos os experimentos realizados foi utilizado o processo de validagdo cruzada
que consiste no particionamento do conjunto de dados em n subconjuntos, de mesma
dimensdo e sem interseccao de seus elementos. Alguns desses subconjuntos sdo utilizados na
fase de treinamento para estimacdo dos parametros de interesse e 0s outros na fase de teste,
para avaliar o desempenho do método utilizado. Esse processo € repetido alternando-se 0s
subconjuntos de treinamento e de teste e valores médios de desempenho podem ser obtidos.

5.6. Consideragoes Finais

Neste capitulo foi apresentado o método proposto para caracterizacdo e avaliacdo
automatica de imagens provenientes de bidpsias do colo uterino a fim de se identificar as

alteracdes graduais causadas pelas NICs no tecido epitelial.
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6.RESULTADOS E DISCUSSAO

6.1. Consideracgaes Iniciais

O capitulo atual apresenta os experimentos realizados e os resultados obtidos ao
longo do processo de geracdo automatica das NICs, empregando-se 0 método descrito no
capitulo 5. Primeiro, sdo descritos os resultados referentes aos processos de aquisicdo das
imagens de interesse e segmentacdo. Neste ultimo, foram comparados os resultados obtidos
por meio de técnicas que utilizam cor e por meio de técnicas baseadas na morfologia dos
componentes da imagem. Posteriormente, sdo descritos os resultados obtidos a partir da

caracterizacdo topoldgica do tecido epitelial do colo uterino.

6.2. Aquisi¢do das Imagens Histopatoldgicas

De acordo com Junqgueira, a preparacdo de tecidos bioldgicos para analise
microscopica envolve trés etapas [Junqueira-2004]: a) Fixacdo, que consiste no tratamento
das amostras com substancias quimicas ou fisicas, as quais evitam que os tecidos sejam
digeridos por enzimas intracelulares ou por bacterias; b) Incluséo, etapa na qual os tecidos sao
infiltrados com substancias que proporcionem rigidez as amostras a fim de serem seccionadas
pelo microtomo; c) Coloracdo, caracterizada pela utilizacdo de corantes, a fim de facilitar a
sua visualizacdo, uma vez que a grande maioria dos tecidos biolégicos € incolor.
Posteriormente, a amostra é seccionada pelo micr6tomo e disposta em laminas. Com uma
camera fotografica acoplada a um microscopio é possivel digitalizar regiGes de interesse em
diferentes ampliac6es. No presente trabalho, a aquisicdo de imagens histopatoldgicas pode ser

descrita em trés etapas:

a) Selecdo de amostras de interesse: Junto ao Servi¢o de Patologia (SERPAT) do
Hospital das Clinicas da Faculdade de Medicina de Ribeirdo Preto - USP foi realizada uma
pesquisa no arquivo de biopsias a fim de selecionar exames de colo de Gtero que apresentassem
diagnosticos de interesse. Posteriormente, foram adquiridas laminas previamente fixadas com
H&E contendo amostras de tecido referentes aos exames selecionados, para posterior

identificacdo de regiGes de tecido epitelial.
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b) Digitalizagéo: A partir dessas amostras, foram obtidas as imagens digitalizadas. O
sistema de captura utilizado foi disponibilizado pelo Laboratério de Neurologia Aplicada e
Experimental do Departamento de Neurologia da FMRP-USP e consiste de um microscopio
Optico Zeiss Axiophot, equipado com uma cdmera CCD AxioCam-MRC, controlada pelo
software AxioVision versdo 4.8. As imagens capturadas foram padronizadas com um aumento

de 320x e apresentam resolucgéo de 1388 x 1040 pixels.

c¢) Validacao e Classificacdo: Posteriormente, as imagens obtidas foram avaliadas
junto a um patologista. Essa avaliagdo consistiu na eliminacdo de exemplos que néo
apresentassem qualidade suficiente para serem classificadas ou que ndo permitissem uma
visualizacdo de todas as camadas do tecido epitelial. Deste modo, foi realizada uma filtragem
inicial nos dados para eliminacao de ruidos. O especialista também determinou a classificacdo

NIC de cada imagem selecionada.

Além da aquisicdo das imagens, a pesquisa aos arquivos do SERPAT permitiu a
coleta de informacGes adicionais para cada exame de interesse, tais como, a data de
ocorréncia, a classificacdo NIC correspondente ao exame, um registro que caracteriza a

paciente que realizou 0 exame, entre outras informagdes’.

6.3. Base de Imagens

Com o objetivo de facilitar a recuperacdo das informacGes obtidas, assim como o
acesso as imagens, um banco de dados foi modelado e implementado. Por meio deste, podem
ser recuperadas, por exemplo, as imagens provenientes de exames de uma mesma paciente.
Essa base também armazena as estruturas de dados resultantes do processamento realizado
sobre as imagens, tais como as informacdes extraidas sobre as redes geradas: quantidade de
nos, a relacdo de nos vizinhos, pesos das arestas, etc. O Diagrama Entidade Relacionamento
(DER) do banco pode ser visualizado na Figura 6.1. Atualmente, a base de imagens contém
um total de 166 imagens sendo 45 representativas de NIC-1, 39 de NIC-I1, 32 de NIC-11l e 50

normais.

1 O material obtido no SERPAT néo contém dados de identificacdo de pacientes, sendo resultado de um estudo
retrospectivo. A metodologia para aquisicdo de dados neste trabalho foi aprovada pelo Comité de Etica em
Pesquisa HCRP / FMRP-USP sob o processo n® 11761/2010 (Anexo A).
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picture = MNeighbor =
# picture_ID: INTEGER # Muclei_nucleus_jd2: INTEGER (FK)
% Blade_blade_ID: INTEGER. (FK) % Nuclei_nucleus_id1: INTEGER (FK)
& diagnosis: VARCHAR 4 distance: INTEGER
& picture_date: DATE & network_model: INTEGER
@ image: INTEGER initiates
@ cut_image: INTEGER has ends
& rotated_image: INTEGER

= 7| | magnification: VARCHAR A

F exam_ID: INTEGER Nuclei —

@ exam_type: VARCHAR generates @ nucleus_id: INTEGER

@ bethesda: VARCHAR © @ picture_ID: INTEGER (FK)

@ nic: INTEGER has @ x_coord: INTEGER

@ exam_date: DATE & & y_coord: INTEGER

& patient: VARCHAR Blade - & area: INTEGER

¢ blade_ID: INTEGER

@ Bxam_exam_ID: INTEGER (FK)
@ name: VARCHAR

& piece: VARCHAR

Figura 6.1. Diagrama Entidade Relacionamento da base de imagens criada.

6.4. Ambiente de Desenvolvimento

Para implementacdo das tarefas propostas e realizacdo de testes foi utilizada a
linguagem C++ e como ambiente integrado de desenvolvimento foi escolhido o Microsoft
Visual C++2. O PostgreSQL? foi utilizado como Sistema Gerenciador de Banco de Dados.

Além dessas ferramentas, duas bibliotecas estdo sendo utilizadas:

e OpenCV (Open Computer Vision Library)* - E uma biblioteca escrita em
C/C++ que possui uma colecdo de algoritmos para o desenvolvimento de
aplicacdes de processamento de imagens e visdo computacional. Foi criada em
2000 por um grupo de desenvolvimento da Intel® e atualmente vem sendo
bastante utilizada nesta area.

e SDC Morphology Toolbox>: Esta biblioteca apresenta uma colecdo de
algoritmos amplamente utilizados na area de Morfologia Matematica aplicados a
imagens em niveis de cinza. Esses algoritmos podem ser utilizados na

segmentacdo, filtragem e analise de imagens.

6.5. Segmentagdo dos Nucleos

Como descrito anteriormente, os nlcleos celulares nas imagens histopatoldgicas

representam um dos principais atributos de analise do patologista. Sendo assim, o objetivo da

2 http://www.microsoft.com/express/Downloads/
® http://www.postgresql.org.br/

* http://opencv.willowgarage.com/wiki/

> http://www.mmorph.com/
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etapa de segmentacdo deste trabalho é a identificacdo dos mesmos nas imagens adquiridas.
Para isto, foi aplicado o pipeline de operadores morfoldgicos descrito na se¢do 5.3. Além
disso, foram aplicadas e comparadas duas técnicas de segmentacdo baseadas em cor. As sub-

secdes seguintes apresentam os resultados.

6.5.1. Aplicacgdo do pipeline de operadores morfoldgicos

A Figura 6.2 apresenta os resultados obtidos a partir da aplicagédo do pipeline de
operadores morfologicos, detalhado na secdo 5.3, a uma imagem que apresenta um exemplo
de tecido epitelial normal (Figura 6.2a). A Figura 6.2b apresenta a mesma imagem em niveis
de cinza e a Figura 6.2c apresenta o efeito da aplicacdo do operador close top-hat, por
reconstrucdo, realcando as diferencas entre os nicleos (agrupamentos de pixels mais escuros)
e o citoplasma e a matriz extracelular (agrupamentos de pixels mais claros). Na Figura 6.2d é
possivel visualizar os marcadores internos de cada nucleo resultantes da aplicacdo dos
operadores de abertura, fechamento e area open. Cada ndcleo possui apenas um marcador,
sendo este um componente conexo. Essa imagem foi limiarizada antes da aplicacdo desses
operadores. A Figura 6.2e apresenta o Diagrama de Voronoi gerado a partir dos marcadores
internos. As fronteiras definidas nessa etapa caracterizam o0s marcadores externos, que
também foram utilizados na aplicacdo da Watershed. Esses ultimos limitam a area de
crescimento de cada regido conexa. Por fim, a Figura 6.2f apresenta o resultado final da
aplicacdo da Watershed, utilizando-se a Figura 6.2e como marcador.

O processo descrito acima pode ser visualizado também nas Figuras 6.3, 6.4 e 6.5

que apresentam exemplos de imagens NIC-I, NIC-11 e NIC-11l, respectivamente.

6.5.2. Técnicas baseadas em cor

Para imagens coradas com H&E, quando nédo consideradas as variagdes de brilho,
basicamente, podemos identificar trés cores: violeta, rosa e branco. De maneira geral, as
técnicas baseadas em cor levam em consideracdo a proximidade de cada pixel da imagem a
essas trés cores de referéncia.

Em trabalhos relacionados [Landini-2004] [Landini-2009], a técnica de color
deconvolution mostrou-se adequada ao processamento automatico de imagens
histopatoldgicas. Devido a esse fato, essa técnica foi aplicada as imagens de interesse a fim de

se avaliar sua adequacgédo a segmentacao dos nucleos celulares. Foi utilizado um plugin para
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ImageJ®, desenvolvido e disponibilizado por Landini’. Para resultados mais precisos, é
necessario a aplicacdo de algoritmos de subtracdo de fundo e corre¢do de iluminagdo em
imagens microscopicas.

A Figura 6.6 apresenta as imagens resultantes da aplicacdo dessa técnica sobre uma
imagem que apresenta uma lesdo NIC-1I. A imagem original pode ser visualizada na Figura
6.6a e a imagem corrigida, na Figura 6.6b. As Figuras 6.6¢c e 6.6d correspondem as imagens
geradas pela técnica, separando hematoxilina e eosina, respectivamente. As Figuras 6.6e e
6.6f correspondem as imagens geradas para hematoxilina e para eosina, por meio da técnica
k-means clustering®, para k = 3. De maneira similar & técnica anterior, as caracteristicas
imuno-histoquimicas foram utilizadas a fim de se obter a separacdo entre as estruturas coradas
predominantemente por cada um desses corantes. A técnica de color deconvolution
apresentou melhores resultados quanto a separacdo dos componentes corados com
hematoxilina, facilitando a obtencdo de marcadores para cada ndcleo da imagem.

Apesar da aplicabilidade das técnicas baseadas em cor, sob analise do sistema RGB,
as imagens coradas por H&E apresentam variacdes de intensidade para a mesma cor, com
predominancia dos canais R e B na mesma proporcao. Devido a esse fato, a utilizacdo dessas
imagens em niveis de cinza também mostra-se adequada a este contexto. Além disso, as
abordagens baseadas em cor fornecem apenas uma separacao inicial dos elementos corados
predominantemente por cada um dos corantes utilizados. No caso da imagem resultante
relativa a hematoxilina, uma filtragem adicional é necessaria para a separacdo dos nucleos.
Essa filtragem poderia ser efetuada, por exemplo, por meio de operadores morfoldgicos para
identificacdo de marcadores internos e posterior aplicacdo da watershed. Desta forma, verifica-
se que os resultados obtidos com as técnicas baseadas em cor sdo equivalentes a aplicacdo do
operador top-hat por reconstrucdo nas imagens em niveis de cinza.

Por fim, o uso da cor torna o método de analise extremamente dependente do
processo de aquisicdo das laminas, uma vez que se observam grandes variacOes entre as
laminas na concentracdo dos fixadores, fazendo com que a informacdo de cor nas imagens
resultantes se torne de dificil controle, além de estar desvinculada do problema em estudo.
Portanto, optou-se pelo processamento em niveis de cinza das imagens de interesse adotando-

se a abordagem descrita na se¢éo 5.3.

® http://rsbweb.nih.gov/ij/
" http://www.dentistry.bham.ac.uk/landinig/software/software.html
® http://www.mathworks.com/products/image/demos.html2file=/products/demos/shipping/images/ipexhistology.html
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Regidao normal do tecido epitelial do colo uterino
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Figura 6.2. Etapas do processo de segmentacdo para uma imagem sem lesdo: (a) Imagem de referéncia. (b)
Imagem de referéncia em niveis de cinza. (c) Resultado da aplicacdo do operador close-by-reconstruction top-
hat. (d) Imagem limiarizada ap6s a eliminacdo de ruidos e da aplicacdo do operador area open. (e) Unido dos

marcadores internos e externos. (f) Aplicacao da watershed: contornos dos ntcleos celulares

59



Resultado do processo de segmentagdo para uma imagem com NIC-I
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Figura 6.3. Etapas do processo de segmentacdo para uma imagem que apresenta NIC-I: (a) Imagem de
referéncia. (b) Imagem de referéncia em niveis de cinza. (c) Resultado da aplicacéo do operador close-by-
reconstruction top-hat. (d) Imagem limiarizada apds a eliminacéo de ruidos e da aplicacdo do operador area
open. (e) Unido dos marcadores internos e externos. (f) Aplicacdo da watershed:contornos dos nicleos celulares
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Resultado do processo de segmentacgio para uma imagem com NIC-II
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Figura 6.4. Etapas do processo de segmentacéo para uma imagem que apresenta NIC-11: (a) Imagem de
referéncia. (b) Imagem de referéncia em niveis de cinza. (¢) Resultado da aplicacdo do operador close-by-
reconstruction top-hat. (d) Imagem limiarizada apds a eliminacéo de ruidos e da aplicacdo do operador area
open. (e) Unido dos marcadores internos e externos. (f) Aplicacdo da watershed: contornos dos ntcleos celulares
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Resultado do processo de segmentac¢do para uma imagem com NIC-III
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Figura 6.5. Etapas do processo de segmentacdo para uma imagem que apresenta NIC-111: (a) Imagem de
referéncia. (b) Imagem de referéncia em niveis de cinza. (¢) Resultado da aplicacdo do operador close-by-
reconstruction top-hat. (d) Imagem limiarizada ap6s a eliminacdo de ruidos e da aplicacdo do operador area
open. (e) Unido dos marcadores internos e externos. (f) Aplicacéo da watershed: contornos dos ntcleos celulares
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Comparacdo entre as técnicas color deconvolution e k-means clustering
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Figura 6.6. Resultados do processo de segmentacdo utilizando-se técnicas baseadas em cor. (a) Imagem original.
(b) Imagem ap0s a aplicacéo do algoritmo de subtracéo de fundo (c) e (d) Imagens relativas & hematoxilina e &
eosina geradas pela técnica de Color Deconvolution. (e) e (f) Imagens relativas a hematoxilina e a eosina geradas
pela técnica k-means
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6.5.3. Avaliacao da segmentacdo automatica

A acurdcia do processo de segmentacdo automdtica utilizando a abordagem
morfolégica foi avaliada por meio da comparacdo com a segmentacdo obtida manualmente.
Foram utilizadas 3 imagens segmentadas por especialistas da area. A taxa de sobreposicao
média para essas imagens foi calculada de acordo com o procedimento descrito na se¢do 5.5,
sendo que o valor médio obtido foi de 78%. Cada imagem analisada continha
aproximadamente 300 nucleos. A Figura 6.7 apresenta uma comparacdo qualitativa da
segmentacdo manual do especialista (contornos pretos) e da segmentacdo automatica

(contornos vermelhos).

Figura 6.7. Comparacéo da segmentagdo manual (contornos pretos) com a segmentacdo automatica (contornos
vermelhos).

Apesar do método proposto ndo utilizar atributos morfoldgicos para geracao do vetor
de caracteristicas, tais como contorno ou area nuclear, a comparacao entre a segmentacao
automatica e a manual permitiu uma avaliacdo quantitativa do desempenho da abordagem
adotada na identificacdo correta dos nucleos celulares. Os centroides referentes aos nucleos
segmentados foram utilizados no processo de geragdo da Triangulacdo de Delaunay para cada

imagem da base.

6.6. Avaliagdo da representacdo dos tecidos por meio de métricas globais

Esta secdo apresenta os resultados obtidos na caracterizacdo estrutural dos tecidos de
interesse a partir da extracdo de métricas globais, ou seja, considerando-se a totalidade da
imagem (todo o conjunto de nos e arestas gerados), sem a divisdo da mesma em

agrupamentos representativos das camadas.
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6.6.1. Avaliacao dos diferentes modelos de grafos de vizinhanca

A fim de se comparar a acurécia de classificacdo entre NICs, foi realizado um estudo
preliminar com os trés modelos de rede descritos na sec¢do 2.3: TD, GG e RVR. A Figura 6.8
apresenta uma comparacao visual dos diferentes modelos para cada uma das classes em analise.

Esses modelos foram implementados, gerando-se uma representacdo do tecido para
cada um, e entdo, as seguintes métricas foram extraidas das redes obtidas: grau medio (k;neq).
distancia média (1), coeficiente de cluster (cc), entropia (H) e correlagdo de Pearson (r).

Desta forma, cada imagem passou a ser representada pelo seguinte vetor de caracteristicas:
X = [X; X, X3 X4 Xs]' = [kmea Lcc H]*

A Tabela 2 apresenta a acuracia (ac) na classificacdo das NICs para cada modelo de
rede e para trés classificadores distintos, assim como o erro quadratico médio (eqm). Para este
experimento, foram utilizadas 92 imagens, contendo regides de NIC-I, NIC-1I, NIC-11I e de
imagens normais. A avaliacdo da acuracia foi implementada por meio de validacdo cruzada
(10-fold) sobre o conjunto de imagens, portanto o valor exibido na tabela é um valor médio de
acurdcia. Os classificadores utilizados nesta etapa foram: uma arvore de decisdo (J48), uma
rede neural (Multilayer Perceptron - MLP) e um classificador bayesiano (Naive Bayes - NB)

no ambiente Weka®.

Tabela 2. Comparacéo entre diferentes modelos de redes.

Modelo de J48 MLP NB
Rede ac eqm ac eqm ac eqm
TD 0,39 0,51 0,40 0,45 0,40 0,44
GG 0,39 0,49 0,33 0,45 0,30 0,45
RVR 0,33 0,50 0,37 0,43 0,44 0,41

Verificou-se que a TD apresentou melhor ou igual desempenho, em relacdo aos
outros modelos, para os classificadores J48 e MLP. No entanto, todos os valores de acuracia
apresentados foram insatisfatorios para a distincdo das quatro classes de interesse (Normal,
NIC-I, NIC-1l e NIC-111).

% http://www.cs.waikato.ac.nz/ml/weka/
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Rede de Vizinhanca Gabriel Graph Triangulacéo de
Relativa Delaunay
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Figura 6.8. Redes geradas para diferentes modelos de grafos de vizinhanga a partir dos nlcleos segmentados.
(al), (a2) e (a3): Regido Normal. (bl), (b2) e (b3): NIC-I. (c1), (c2) e (c3): NIC-II. (d1), (d2) e (d3): NIC-III.
Essas redes foram obtidas a partir das seguintes imagens de referéncia: 6.2a, 6.3a, 6.4a e 6.5a, respectivamente

6.6.2. Avaliacao da classificacao entre NICs
Foram avaliadas também, a partir da extracdo de métricas globais, os valores de
acuracia na diferenciacdo entre as classes Normal / NIC-1, NIC-1 / NIC-I1 e NIC-1I / NIC-1Il,

que representam a transi¢do gradual entre as lesdes.
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Inicialmente, foi avaliada a acuracia na deteccéo da presenca de anomalias: Normal /
Lesdo, sendo a classe Lesdo representada por todos os NICs. Os resultados podem ser
visualizados na Tabela 3. A TD foi 0 modelo adotado neste experimento. Os classificadores
que forneceram as melhores taxas de acuracia para cada conjunto em analise foram
destacados em negrito. A deteccdo da presenca de anomalias apresentou acuracia proxima a
80% com o J48. No entanto, para diferenciacdo entre NICs, representada pelos outros
conjuntos descritos na Tabela 3, foram obtidas taxas menores ou iguais a 70%.

Tabela 3.Taxas de acurécia obtidas na classificacdo entre NICs

Comparacgéo J48 MLP NB

entre classes ac eqm ac eqm ac egm
Normal / NIC-I 0,64 0,39 0,50 0,42 0,57 0,42
NIC-1/ NIC-II 0,40 0,45 0,67 0,38 0,64 0,38
NIC-11 / NIC-HI 0,70 0,35 0,70 0,33 0,59 0,38
Normal / Lesao 0,79 0,41 0,70 0,47 0,70 0,47

A partir dos resultados apresentados nas Tabelas 2 e 3, verificou-se a possibilidade
da utilizacdo da abordagem baseada em regides, ou seja, fragmentando a imagem em
agrupamentos representativos das camadas epiteliais, para extracdo de atributos em cada
agrupamento, a fim de verificar se essa abordagem permite um aumento das taxas de acuracia

obtidas na classificacdo das NICs apresentada nesta secao.

6.7. Avaliagdo da abordagem baseada em regioes

Esta secdo apresenta os resultados obtidos a partir do método proposto na capitulo 5
de andlise estrutural das imagens de colo uterino. A primeira etapa consistiu na identificacdo e
rotulacdo de agrupamentos caracteristicos nas imagens, seguida da geracdo do vetor de
caracteristicas e, finalmente, da etapa de classificacdo. As secBes seguintes descrevem esse

processo.

6.7.1. Identificacdo automatica das camadas do tecido epitelial

O tecido epitelial é caracterizado por trés camadas distintas que representam
agrupamentos celulares com caracteristicas semelhantes. A primeira etapa do processo de
extracdo local de atributos é a definicdo desses agrupamentos que representam as fronteiras
entre 0s objetos de interesse na imagem, nesse caso, entre as camadas do tecido epitelial.

Como descrito na secdo 5.4.1, a identificacdo automatica dessas camadas foi efetuada em
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duas etapas: a geracdo de agrupamentos caracteristicos das regifes de interesse e a rotulacéo

dos mesmos.

6.7.1.1. Geracdo dos Agrupamentos

Para a identificacdo dos agrupamentos representativos das camadas do tecido
epitelial foi utilizado o algoritmo descrito no Quadro 1. A Figura 6.9 compara 0S
agrupamentos gerados para as diferentes relagdes de adjacéncia, mantendo-se 0 mesmo limiar
como critério de agrupamento: § = 0.15. As cores foram definidas aleatoriamente e cada uma
representa um Unico agrupamento. A RA definida para a Figura 6.9a, por ser mais restritiva,
fornece um numero maior de agrupamentos. Foram gerados 40 agrupamentos para o exemplo

da Figura 6.9a e 30 agrupamentos para o exemplo da Figura 6.9b.
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Figura 6.9. Comparacdo entre diferentes relagdes de adjacéncia. (a) Agrupamentos gerados a partir da RA
definida na Figura 4.2 (a), levando-se em consideracao arestas em comum. Agrupamentos gerados a partir da RA
definida da Figura 4.2 (b), levando-se em consideracdo vértices em comum

Dependendo do formato do tecido, a TD pode gerar alguns tridngulos de borda
bastante irregulares. Para evitar esse tipo de artefato, antes da aplicacdo do algoritmo de
agrupamento, os triangulos sédo filtrados em relacdo ao angulo e ao comprimento da aresta.
Desta forma, tridngulos que possuem angulos maiores do que 6 e pelo menos uma das arestas
maiores do que m, sdo eliminados da TD. Para que apenas triangulos das bordas fossem
filtrados, os valores adotados para esses limiares foram: 6 = 120° e m = 350.0. Essa
filtragem auxiliou também a eliminacdo de agrupamentos formados nas bordas da rede
contendo apenas um ou poucos elementos.

A Figura 6.10 apresenta o resultado da aplicacéo do algoritmo de agrupamento sobre
o grafo gerado a partir de uma imagem normal utilizando-se o critério de proporgdo entre
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areas e a RA definida na Figura 6.9b para diferentes valores do parametro &,. Para estes
exemplos, os valores 0,15 e 0.3 ndo forneceram uma boa aproximacdo das camadas de
interesse. Valores de &8, maiores ou iguais a 0,5 apesar de terem fornecido boas
aproximagcdes, sdo limiares muito altos para se considerar dois tridngulos semelhantes levando

a formacdo de agrupamentos menos homogéneos quanto a area dos triangulos.
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Figura 6.10. Resultado da aplicacdo do algoritmo de agrupamento descrito no Quadro 1 utilizando a proporcao
relativa entre &reas como critério de agrupamento. (a) 64 = 0,15. (b) 84 = 0,30. (c) 64 = 0,50. (d) 84 = 0,60

De maneira semelhante, a Figura 6.11 também apresenta o resultado da aplicacdo do
algoritmo de agrupamento, porém, utilizando o critério de semelhanca entre triangulos (&s).
Para este exemplo, é possivel verificar que os valores de & iguais a 0,2 e 0,3 forneceram boas
aproximacoes das camadas e valores de §s menores do que 0,15 praticamente ndo forneceram
estruturas relevantes, gerando um grande nimero de agrupamentos. Comparando-se 0S
agrupamentos gerados, nota-se ainda que, o critério de semelhanga de triangulos fornece
agrupamentos mais homogéneos. Ja o critério de proporcdo entre areas, por considerar

medidas absolutas, pode levar ao agrupamento de triangulos bem distintos no seu formato,
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desde que suas areas sejam parecidas. Devido a esse fato o critério de semelhanga entre

triangulos foi o critério adotado nos outros experimentos descritos nesse capitulo.
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Figura 6.11. Resultado da aplica¢do do algoritmo de agrupamento descrito no Quadro 1 utilizando a semelhanca
entre tridngulos como critério de agrupamento. (a) 85 = 0,05. (b) 85 = 0,10. (c) &5 = 0,20. (d) 65 = 0,30

E interessante notar que, apesar do grande nimero de agrupamentos que podem ser
obtidos para valores de § muito pequenos, o algoritmo de agrupamento pode ser aplicado
novamente considerando-se a média dos agrupamentos obtidos nesta primeira iteracdo como
referéncia para os agrupamentos seguintes. Verificou-se também a possibilidade de se usar
somente o critério de agrupamento na geracdo das camadas, sem a relagcdo de adjacéncia.
Dessa forma, triangulos semelhantes sdo agrupados mesmo ndo sendo adjacentes. Por
consequéncia, um namero menor de agrupamentos é gerado na primeira iteracdao do algoritmo
de agrupamento. A Figura 6.12 apresenta 0s agrupamentos gerados sem considerar a RA entre
os triangulos da rede e para §5=0,15. O nimero de agrupamentos resultantes desse processo

(dez), é bem menor quando comparado ao nimero gerado considerando-se as RAS.
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Figura 6.12. Andlise dos agrupamentos resultantes obtidos sem a relagéo de adjacéncia e considerando-se 0
critério de semelhanca entre tridngulos (85) igual a 0,15.

Desta forma, a ndo utilizacdo da RA pode tornar o processo de identificacdo das
camadas mais rapido e, de maneira equivalente, o limiar 85 pode controlar a formacdo dos
agrupamentos quanto a semelhanca entre os triangulos dos mesmos. O proximo passo € a

classificacdo de cada agrupamento e sera descrito na préxima secao.

6.7.1.2. Rotulag¢do dos Agrupamentos
O processo de rotulagdo dos agrupamentos consiste na classificacdo dos mesmos em
basais, intermediarios ou superficiais. Para isto, duas abordagens foram utilizadas e

comparadas e sdo descritas a seguir.

a) Abordagem nao supervisionada

O algoritmo de filtragem por area de ocupacdo, descrito no Quadro 2, foi utilizado
para se reduzir o nimero de agrupamentos a n, neste caso n = 3, devido ao nimero de
camadas do tecido epitelial e, também, para rotulacdo desses agrupamentos. E importante
destacar que, no processo de filtragem, os n agrupamentos de referéncia sdo 0s que
apresentam maiores taxas de ocupacdo (T0). Os agrupamentos remanescentes serao filtrados
de acordo com a distancia de cada um em relacdo aos agrupamentos de referéncia. A
rotulacdo dos agrupamentos resultantes da filtragem foi realizada utilizando-se os valores das
areas médias (4,,) dos mesmos. O agrupamento de menor area média foi classificado como
basal, o agrupamento com a segunda menor area média foi classificado como intermediéario e,

por fim, o0 agrupamento com a maior area média como superficial.

b) Abordagem supervisionada
Em alguns casos, com a utilizagdo da filtragem por area de ocupacdo, no entanto,

podem ser obtidos agrupamentos de referéncia com valores de A,,, muito proximos levando a
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inconsisténcias nesse tipo de classificagdo. Por exemplo, para uma imagem que apresenta uma
lesdo NIC-I1I é possivel que os trés agrupamentos de referéncia, resultantes do processo de
filtragem, apresentem valores de A,, proximos e pequenos devido a maior quantidade de
células segmentadas, assim, os trés devem ser classificados como basais, 0 que nao ocorre.
Para evitar esse tipo de inconsisténcia, foi utilizada a abordagem supervisionada no processo
de classificacdo dos agrupamentos. A partir de uma referéncia externa, definida com a
segmentacdo manual do patologista e posterior analise quantitativa, foram definidos intervalos

de A,,, a partir dos quais, os agrupamentos podem ser classificados.

A Figura 6.13 ilustra a situacdo descrita no paragrafo anterior e compara 0s
agrupamentos obtidos em cada abordagem para uma mesma imagem de referéncia com
classificacdo NIC-1Il. As Figuras 6.13a e 6.13b apresentam o0s agrupamentos gerados com as
abordagens ndo supervisionada e supervisionada, respectivamente. Os agrupamentos
representados pela cor amarela correspondem a camada basal, 0os agrupamentos representados
pela cor verde correspondem a camada intermediaria e 0s agrupamentos representados pela
cor azul, a camada superficial. Verifica-se que, na Figura 6.13a, 0 agrupamento com maior
TO é aquele representativo da camada intermediaria, j& na Figura 6.13b, € aquele
representativo da camada basal. Ou seja, essa Ultima figura apresenta distribuicdo dos

agrupamentos mais proxima da situacao esperada para uma imagem NIC-II1.

(a) (b)
Figura 6.13. Identificacdo das camadas do tecido epitelial. (a) Agrupamentos obtidos com a abordagem néo
supervisionada. (b) Agrupamentos obtidos com a abordagem supervisionada

A Figura 6.14 apresenta exemplos de agrupamentos gerados para diferentes imagens
utilizando-se a abordagem supervisionada. As imagens 6.2a, 6.3a, 6.4a e 6.5a foram utilizadas
como referéncia para a geracdo dos agrupamentos apresentados e correspondem a imagens
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com as seguintes classificagdes: Normal, NIC-1, NIC-11 e NIC-III, respectivamente. Ainda,
por meio da Figura 6.14 é possivel identificar visualmente as variacbes de TOs de cada

agrupamento em relacéo as lesdes encontradas no tecido.
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Figura 6.14. Agrupamentos obtidos para uma imagem (a) Normal, (b) NIC-I, (c) NIC-11 e (d) NIC-III. Os

agrupamentos amarelos foram classificados como basais, os verdes como intermediarios e 0s azuis como
superficiais

A secdo seguinte apresenta uma comparacao quantitativa entre as duas abordagens de

rotulacdo das camadas.

6.7.2. Anadlise do parametro 65 por meio da TO

Como apresentado nas figuras anteriores, o processo de identificacdo das camadas €
extremamente dependente do valor do pardmetro &s. Para se determinar um valor 6timo para
esse parametro, foi realizado um experimento no qual calculou-se a acuracia na identificacdo
correta entre as quatro classes de interesse: imagens normais, imagens que apresentassem
NIC-I, imagens que apresentassem NIC-1I e imagens que apresentassem NIC-III, para

diferentes valores de &s. Também foram comparadas as duas abordagens descritas na secao
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anterior de rotulacdo das camadas do tecido. Para os experimentos apresentados a partir dessa
secdo foi utilizado um conjunto de 116 imagens e validacdo cruzada (5-fold). As Tabelas 4 e 5
apresentam os resultados obtidos a partir da abordagem néo supervisionada e a da abordagem
supervisionada, respectivamente. S&o apresentados os resultados de cada validacdo assim
como a acuracia média para cada valor de &g, utilizando-se como atributos as TOs das

camadas basal e superficial.

Tabela 4. Avaliacdo da acuracia na diferenciacdo entre NICs e imagens normais para diferentes valores de 8¢
utilizando-se a abordagem ndo supervisionada na rotulacdo das camadas

Validacdo Taxa de Acurdcia - Abordagem Ndo Supervisionada
65=0,2 | 84=0,15 | 64=0,12 | 65=0,10 | §5=0,08 | 65=0,06 | 65=0,05 | 65=0,03 | §5=0,01
1 0,38 0,48 0,41 0,35 0,50 0,35 0,41 0,32 0,22
2 0,35 0,44 0,29 0,35 0,38 0,44 0,41 0,50 0,13
3 0,32 0,22 0,38 0,32 0,35 0,32 0,47 0,44 0,13
4 0,35 0,35 0,44 0,35 0,35 0,25 0,44 0,29 0,25
5 0,25 0,35 0,32 0,41 0,22 0,22 0,54 0,38 0,16
ACm 0,33 0,37 0,37 0,36 0,36 0,32 0,46 0,39 0,18
DP 0,05 0,10 0,06 0,03 0,10 0,09 0,05 0,08 0,05

Tabela 5. Avaliacdo da acurdcia na diferenciagdo entre NICs e imagens normais para diferentes valores de &g
utilizando-se a abordagem supervisionada na rotulacdo das camadas

Validagdo Taxa de Acurdcia - Abordagem Supervisionada
85=0,2 | 85=0,15 | 65=0,12 | §5=0,10 | 65=0,08 | §5=0,06 | 65=0,05 | 65=0,03 | §5=0,01
1 0,53 0,53 0,50 0,50 0,47 0,67 0,56 0,66 0,63
2 0,50 0,34 0,41 0,41 0,56 0,56 0,59 0,66 0,66
3 0,53 0,53 0,47 0,50 0,56 0,69 0,59 0,63 0,66
4 0,63 0,66 0,56 0,53 0,50 0,53 0,50 0,63 0,63
5 0,53 0,50 0,47 0,47 0,50 0,59 0,59 0,56 0,59
ACm 0,54 0,51 0,48 0,48 0,52 0,61 0,57 0,63 0,64
DP 0,05 0,11 0,05 0,04 0,04 0,07 0,04 0,04 0,03

Por meio desses resultados verifica-se que a abordagem ndo supervisionada de
rotulacdo das camadas, caracterizada pela filtragem por area de ocupacéo, forneceu taxas de
acuracia insatisfatorias. Apesar de alguns valores do parametro 8¢ fornecerem valores de
acuracia maiores quando comparados aos valores obtidos com a abordagem global (Secéo
6.6.1), o processo de filtragem ndo forneceu uma boa diferenciagdo entre as classes de
interesse. JA& a abordagem supervisionada forneceu melhores taxas de acuracia média para
todos os valores de &g, 0 que justifica sua utilizacdo nos experimentos apresentados nas
secdes seguintes, nos quais foram comparadas as taxas de acuracia entre diferentes classes de

interesse.
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A partir dos resultados apresentados na Tabela 5, verifica-se que quanto menor o
valor de &g, maior a acuracia obtida, o que foi observado também para outros conjuntos de
atributos testados para a abordagem supervisionada. No entanto, é interessante notar que
quando o valor de &5 tende a zero, o agrupamento de dois triangulos da rede sé é realizado se
os mesmos forem idénticos e, consequentemente, 0 nimero de agrupamentos gerados pelo
algoritmo de agrupamento tende ao nimero de triangulos da rede. Por meio desses resultados,
pode-se concluir que para o problema abordado, utilizando esse conjunto de imagens, a
rotulacdo direta de cada triangulo da rede, a partir dos intervalos de A,, definidos na
abordagem supervisionada fornece melhor representacdo dos agrupamentos caracteristicos de
cada uma das classes em analise, e, portanto, maior acuracia na diferenciacdo entre NICs e

imagens normais.

6.7.3. Classificacao das NICs

A partir dos agrupamentos gerados, foram criados vetores de caracteristicas
extraindo-se medidas de cada agrupamento, como descrito na secdo 5.4.2. Foram definidos
nove conjuntos de atributos combinando-se as seguintes métricas: taxa de ocupacgdo (T0),
grau medio (k,,.q) € entropia (H) para os agrupamentos basal (B), intermediario (1) e

superficial (S). Esses conjuntos de atributos sao descritos abaixo.

(a) = [TO_B,T0_S]
(b) = [kmea_B, kmea_l, kmea_S]
[

() = [kmea_B, kmea_S]
(d) =[H_B,H_I,H_S]
(e) = [H_B,H_S]

f) = [TO—B' TO_S, kpmea_B, kmed—S]

(9) =[TO_B,TO_S,H_B,H_S]

(h) = [kmed_B' kmea_S, H_B, H_S]

(i) = [TO_B,TO_S, kiea B, kmea S, H_.B, H_S]

Os resultados apresentados a seguir foram gerados utilizando-se a abordagem
supervisionada e tiveram por objetivo a comparacdo entre as classes mais similares e que
representam a transicdo gradual das lesdes do colo uterino, de acordo com o modelo tedrico
apresentado na Figura 1.2, e, a identificacdo da presenca de anomalias adotando-se a modelagem

baseada em regides.
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6.7.3.1. Normal vs Lesdo

Neste experimento, 0 método proposto foi avaliado quanto a deteccdo de anomalias.
As NICs foram agrupadas em uma mesma classe, representando a presencga de alteracoes
estruturais no tecido. Os valores apresentados na Tabela 6 sdo valores médios de acuracia
devido a utilizacdo de validagdo cruzada. Além da acurdcia média (AC,,), também sdo
apresentados os valores de sensitividade (S,,) e especificidade (E,,) médios e 0s respectivos
desvios padrdo (dp) dessas medidas. Os valores destacados em negrito representam 0s
maiores valores de acuracia, sensitividade e especificidade obtidas.

Na deteccdo de anomalias os melhores resultados foram obtidos utilizando-se o conjunto
de atributos (a). Por terem sido obtidas acuracias semelhantes para os conjuntos (d) e (e), verifica-
se que a utilizacdo dos valores de entropia apenas dos agrupamentos basais e superficiais ja sao
suficientes na distincao entre as classes analisadas. O mesmo ocorre com para 0s conjuntos (b) e (c)
que avaliam o grau médio. Ou seja, a utilizacdo de medidas da camada intermediéria, para esse
conjunto de dados, ndo alterou a acuracia obtida.

A combinacdo de atributos representadas pelos conjuntos (f), (g), (h) e (i) ndo aumentou os
valores absolutos de acuracia obtidos em relagdo ao conjunto (a). No entanto, os valores de
dp(AC,,) fazem com que todos os conjuntos de atributos analisados neste experimento sejam bem
proximos quanto a acuracia fornecida. Andlise semelhante pode ser realizada para S,,, e E,,, com
destaque para a entropia (d e e) e a taxa de ocupacgéo (a).

Neste experimento foram utilizadas 60 imagens na etapa de treinamento, sendo 30

imagens normais e 30 imagens que apresentam algum tipo de NIC, e, 15 imagens na etapa de teste.

Tabela 6. Avaliacdo da acuracia na deteccdo da presenga de anomalias

Vetores de AC,, dp(ACy,) Sm dp(Sm) E, dp(Ewn)

Atributos
)‘(’a 0,88 0,09 0,98 0,04 0,68 0,30
)?b 0,85 0,09 0,96 0,09 0,64 0,33
)?C 0,85 0,09 0,96 0,09 0,64 0,33
)2d 0,83 0,11 1,00 0,00 0,48 0,33
)?e 0,85 0,13 1,00 0,00 0,56 0,38
)?f 0,85 0,09 0,96 0,09 0,64 0,33
)?g 0,84 0,13 1,00 0,00 0,52 0,39
£, 0,87 0,09 0,98 0,04 0,64 0,33
b 0,87 0,09 0,98 0,04 0,64 0,33
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6.7.3.2. Normal vs NIC-1
As classes analisadas neste experimento apresentam padrdes visuais bem
semelhantes, ja que o NIC-I é caracterizado por alteracdo estrutural apenas da camada basal

do epitélio. O maior valor absoluto de acuracia na comparacdo entre essas duas classes foi

obtido utilizando-se o vetor )?a (Tabela 7). As alteracOes estruturais apresentadas pelas lesdes
NIC-1 aumentam o nimero de conexdes entre as células e, consequentemente, o grau médio
da camada basal do epitélio. Quando analisadas as taxas de sensitividade, verifica-se que a
entropia fornece melhor taxa de identificacdo de verdadeiros positivos. No entanto, 0s
conjuntos que forneceram taxas de sensitividade 1,0, também forneceram as menores taxas de
especificidade.

De maneira similar ao experimento anterior, verificou-se valores de acuracia muito
préximas para todos os conjuntos de atributos neste experimento devido ao elevado valor do
desvio padréo. Neste experimento foram utilizadas 60 imagens na etapa de treinamento, sendo 30
de cada classe, e, 9 imagens na etapa de teste.

Tabela 7. Avaliacdo da acuracia na diferenciagdo entre as classes Normal e NIC-I

Vetores de AC;, dp(AC;,) Sm dp(Sm) E, dp(Ewn)

Atributos
)?a 0,73 0,23 0,90 0,14 0,60 0,47
X, 0,67 0,27 0,80 0,27 0,56 0,46
X, 0,67 0,27 0,80 0,27 0,56 0,46
)?d 0,65 0,18 0,95 0,11 0,40 0,40
X, 0,67 0,22 1,00 0,00 0,40 0,40
X 0,67 0,27 0,80 0,27 0,56 0,46
X, 0,67 0,22 1,00 0,00 0,40 0,40
X, 0,69 0,25 0,90 0,14 0,52 0,46
X 0,69 0,25 0,90 0,14 0,52 0,46

6.7.3.3. NIC-1vs NIC-11

Na comparagdo realizada entre as classes NIC-1I e NIC-II1, os atributos relativos as
TOs basal e superficial também forneceram os maiores valores absolutos de acuracia (Tabela
8), assim como para a sensitividade e a especificidade médias. Essas classes diferem-se pela
camada do tecido atingida pela lesdo, o que explica o fato do atributo TO ter se destacado
neste experimento para todas as métricas utilizadas, apresentando o melhor compromisso

entre sensitividade e especificidade. A analise da Tabela 8 também permite verificar que a
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utilizacdo da entropia relativa a camada intermediéria melhora a acuracia absoluta obtida

(comparacdo entre 0s vetores X’d e X’e). As melhores taxas de sensitividade neste experimento
também foram obtidas utilizando-se medidas relacionadas a entropia das trés camadas. Foram
utilizadas 44 imagens na etapa de treinamento, sendo 22 de cada classe analisada, e, 15 imagens na

etapa de teste.

6.7.3.4. NIC-II vs NIC-1I1

A comparacdo entre as classes NIC-11 e NIC-III ¢é realizada pela identificacdo da
camada do tecido atingida pela lesdo. A TO também se destacou neste experimento na
separacgdo entre essas duas classes, como destacado na Tabela 9. Além disso, a TO também se
destacou quanto aos valores de especificidade. Foram utilizadas 40 imagens na etapa de

treinamento, sendo 20 de cada classe analisada, e, 7 imagens na etapa de teste.

Tabela 8. Avaliacdo da acuracia na diferenciacdo entre as classes NIC-1 e NIC-I1

Vetores de ACy, dp(ACy) S dp(Sm) En dp(En)

Atributos
)'(’a 0,77 0,14 0,80 0,18 0,77 0,14
)?b 0,65 0,06 0,60 0,28 0,67 0,06
)?C 0,64 0,08 0,60 0,28 0,65 0,07
)?d 0,65 0,08 0,73 0,13 0,63 0,10
)?e 0,60 0,11 0,80 0,18 0,55 0,11
)?f 0,65 0,09 0,60 0,28 0,67 0,08
)?g 0,61 0,09 0,80 0,18 0,57 0,09
)?h 0,67 0,08 0,60 0,28 0,68 0,07
X 0,67 0,08 0,60 0,28 0,68 0,07

~.

Tabela 9. Avaliacdo da acuracia na diferenciagdo entre as classes NIC-11 e NIC-111

Vetores de AC;, dp(AC;,) Sm dp(Sm) E,, dp(Ewm)

Atributos
)?a 0,86 0,20 0,70 0,45 0,92 0,20
)?b 0,80 0,31 0,60 0,55 0,88 0,27
)?C 0,83 0,26 0,70 0,45 0,88 0,27
)?d 0,77 0,22 0,60 0,42 0,84 0,26
)?e 0,83 0,23 0,80 0,27 0,84 0,26
)‘('f 0,83 0,26 0,70 0,45 0,88 0,27
)?g 0,80 0,24 0,70 0,45 0,84 0,26
)?h 0,83 0,26 0,70 0,45 0,88 0,27
X. 0,83 0,26 0,70 0,45 0,88 0,27

L
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Nos experimentos mostrados nas tabelas 6, 7, 8 e 9 a classe positiva é sempre
representada pela anomalia mais grave ou simplesmente pela presenga da anomalia. O
Apéndice A apresenta as matrizes de confusdo dos experimentos apresentados nesta secdo

para o conjunto de atributo (a).

6.8. Avaliacdo da comparacgdo entre NICs

E possivel verificar que o atributo TO permitiu uma boa separagdo entre os conjuntos
e classes analisados, fornecendo valores absolutos de acuracia sempre maiores do que 73%,
igualando-se aos demais conjuntos de atributos em alguns casos ou apresentando melhores
resultados do que os mesmos. No entanto, de maneira geral, em todos 0s experimentos
apresentados na secdo anterior, verifica-se que os valores de desvios-padrédo indicam que
todos os conjuntos de atributos utilizados fornecem resultados muito proximos quanto aos
valores de acurécia, sensitividade e especificidade.

Quanto aos valores de sensitividade, a entropia (H) apresentou melhores valores
absolutos, porém, ela apresentou também uma especificidade muito baixa. Apesar de ser
interessante a obtencdo de altas taxas de sensitividade para o problema em analise, uma
especificidade baixa pode levar a condutas diagndsticas mais agressivas em casos que
poderiam receber tratamentos mais simples. Por exemplo, um falso positivo exemplificado na
Tabela 8 poderia levar a uma intervencdo cirirgica em um caso que necessitaria apenas de um
tratamento ndo intrusivo. Para analisar qual conjunto de atributos fornece o melhor
compromisso entre as taxas de sensitividade e especificidade foi calculada a correlagdo de
Matthews (MCC) para cada comparacdo realizada entre as diferentes classes de interesse.
Esse resultado é apresentado na Tabela 10.

Verifica-se que o conjunto de atributos representado pelas TOs basal e superficial (a)
também foi o conjunto que forneceu o melhor compromisso entre sensitividade e
especificidade nas comparagdes analisadas exceto na comparacdo entre as classes Normal vs
Lesdo. Esse resultado também pode ser visualizado no grafico da Figura 6.15 que apresenta 0s
valores de sensitividade em fungéo dos valores de especificidade para os diferentes conjuntos
de atributos testados, comparando-se as classes Normal vs Lesdo. Verifica-se que 0s
conjuntos (d), (e) e (g) forneceram os maiores valores de sensitividade e o conjunto (a), o

maior valor de especificidade.
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Tabela 10. Valores de MCC referentes as comparagdes entre diferentes classes realizadas na se¢éo anterior para
diferentes vetores de atributos.

\etores de Normal vs Lesao Normal vs NIC-I NIC-1 vs NIC-I1 NIC-11 vsNIC-111
Atributos | mmc | dp | MMcC dp | mmc dp MMC | dp
)?a 0,737 0,196 0,664 0,296 0,492 0,272 0,773 0,454
X’b 0,684 0,197 0,478 0,560 0,217 0,207 0,613 0,774
)?C 0,684 0,197 0,478 0,560 0,203 0,226 0,727 0,546
X’d 0,704 0,172 0,514 0,237 0,302 0,134 0,571 0,467
*e 0,779 0,191 0,650 0,325 0,283 0,192 0,657 0,447
*f 0,684 0,197 0,478 0,560 0,219 0,235 0,727 0,546
ﬁg 0,741 0,223 0,566 0,325 0,296 0,175 0,660 0,517
*h 0,706 0,213 0,552 0,461 0,234 0,236 0,727 0,546
)?l. 0,706 0,213 0,552 0,461 0,234 0,236 0,727 0,546
Normal vs Lesao
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Figura 6.15. Analise das taxas de sensitividade e especificidade obtidas comparando-se imagens normais e
imagens que apresentam leséo

De maneira similar, os graficos das Figuras 6.16, 6.17 e 6.18 apresentam o

compromisso entre as taxas de sensitividade e especificidade para as comparagdes entre as
classes Normal vs NIC-1, NIC-I vs NIC-11 e NIC-11 vs NIC-IlI.

Na Figura 6.16, verifica-se que os atributos relacionados a entropia (H) tendem a

fornecer maiores taxas de sensitividade e os atributos relacionados ao grau médio (keq)

tendem a fornecer melhores taxas de especificidade. Na Figura 6.17, o conjunto (a) também

foi responséavel pelo maior valor de especificidade, além da melhor acuracia. A comparagéo

entre NIC-11 e NIC-III (Figura 6.18) forneceu os maiores valores de especificidade dos

experimentos realizados sendo que o melhor compromisso entre sensitividade e

especificidade também foi fornecido pelo conjunto (a).
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Figura 6.16. Analise das taxas de sensitividade e especificidade obtidas comparando-se imagens normais e
imagens que apresentam NIC-I
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Figura 6.17. Analise das taxas de sensitividade e especificidade obtidas comparando-se imagens que apresentam
NIC-I e imagens que apresentam NIC-II
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Figura 6.18. Andlise das taxas de sensitividade e especificidade obtidas comparando-se imagens que apresentam
NIC-II e imagens que apresentam NIC-111
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Os gréaficos apresentados corroboram os valores de MCC da Tabela 10, na qual
verifica-se que o melhor compromisso entre sensitividade e especificidade é alcancado com o
conjunto (a) para a maioria das comparacOes efetuadas, assim como os maiores valores de
acurécia, como apresentado na secdo 6.7. Portanto, conclui-se que a TO permite uma boa
representacdo da porcédo do tecido atingida pela lesdo, refletindo as alteragOes estruturais
representadas na Figura 1.2.

No entanto, a escolha do conjunto de atributos deve levar em consideracdo a
abordagem em questdo. Se a sensitividade deve ser priorizada, atributos relacionados a
entropia podem ser a melhor opcdo. Quanto a especificidade, atributos relacionados a TO e ao

grau médio se destacaram para esse conjunto de dados.

6.9. Consideracoes Finais

Os experimentos apresentados ao longo desse capitulo permitem verificar a
adequacao do método proposto neste projeto ao objetivo do mesmo: caracterizar estruturas em
imagens histoldgicas e, numa abordagem mais especifica, identificar lesGes neoplasicas de
colo uterino em seus diferentes estagios de evolucdo. A utilizacdo de métodos baseados em
morfologia na etapa de segmentacdo permitiu a identificacdo dos nucleos de interesse nas
imagens possibilitando uma representacdo topoldgica do tecido por meio de grafos de
vizinhanca. A Triangulacdo de Delaunay mostrou-se adequada e suas propriedades
especificas permitiram a modelagem realizada em camadas. O método proposto para analise
estrutural da arquitetura de tecidos histoldgicos fornece uma anélise automatica de
agrupamentos caracteristicos em imagens a partir de atributos intrinsecas as mesmas
utilizando as propriedades da TD. A aplicabilidade deste método pode ser visualizada na
caracterizacdo das NICs, cujos resultados foram apresentados neste capitulo. E importante
observar também que todo o processamento realizado sobre as imagens, inerente aos métodos

propostos, € invariante a rotacéo e escala.
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7.CONCLUSAO

Este trabalho apresentou um método para analise de imagens histoldgicas a partir da
exploracdo de atributos topoldgicos com o objetivo de se identificar de maneira automatica a
presenca de alteracfes estruturais nos tecidos. Este método baseia-se na caracterizagdo de
regides ou agrupamentos celulares com caracteristicas semelhantes subsidiando a extragdo de
atributos por regides. Além disso, foi proposto e implementado um método para a analise
automatica de imagens histopatolégicas do colo uterino, que utiliza 0 método anterior com o
objetivo de se mapear as lesdes precursoras do cancer que ai se instala. Para isto, foram
executadas as seguintes etapas: levantamento de pardmetros perceptuais de analise do tecido
epitelial do colo uterino juntamente com especialistas da area; digitalizacdo de regides de
interesse a partir de laminas provenientes de biopsias; modelagem e implementacdo de uma
base de imagens representativas dessas regides; segmentacdo dos nucleos celulares a partir de
operadores morfolégicos com posterior aplicacdo da watershed, e, analise estrutural a partir
da representacdo do tecido por meio de grafos de vizinhanca, o que resultou na identificacdo
automatica das camadas do tecido e posterior classificacdo das NICs.

A criacdo da base de dados descrita na secao 6.2, além de possibilitar facil acesso as
imagens de interesse, permitiu também o acesso as informacges complementares aos exames
referentes a essas imagens. Podem ser recuperadas todas as imagens provenientes de exames
realizados por uma mesma paciente e as datas de ocorréncia de cada um. Desta forma, a
analise do histérico clinico de pacientes pode ser explorada em um trabalho futuro por meio
da anélise da evolucdo das NICs e empregando-se os métodos propostos neste trabalho. Além
disso, 0 armazenamento dessas informagfes de maneira estruturada permite que a base seja
facilmente expandida, a partir da insercdo de novos exemplos.

O processamento das imagens de interesse em niveis de cinza amenizou os efeitos
dos processos de aquisicdo das laminas e das imagens sujeitos respectivamente as variagoes
nas concentragdes de fixadores e de intensidade de luz incidente sobre a amostra. Além disso,
o resultado fornecido pelas técnicas baseadas em cor pode ser comparado ao resultado obtido
com a aplicagdo do operador top-hat por reconstru¢do nas imagens em niveis de cinza no
processo de identificacdo dos marcadores internos aos nucleos celulares. Quando comparadas

as duas abordagens de segmentacdo baseadas em cor, a técnica de deconvolugédo apresentou
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melhor separacdo das estruturas coradas por hematoxilina e eosina. A utilizagdo de métodos
de segmentacédo baseados na deteccdo de bordas, como a watershed, permitiu a caracterizagéo
morfoldgica dos nucleos das imagens. No entanto, para a geracdo dos grafos sobre os tecidos,
foi necessario somente a identificacdo dos marcadores internos aos nucleos, os quais foram
obtidos com a aplicacdo de um pipeline de operadores morfoldgicos. A extracdo de atributos
morfoldgicos ndo esta no escopo desse projeto.

No entanto, a avaliacdo da utilizacdo de atributos morfoldgicos juntamente com o0s
atributos topoldgicos, pode ser considerada em um trabalho futuro. No caso das NICs, a area
nuclear, assim como a propor¢do nucleo/citoplasma sdo parametros importantes para a
avaliacdo da lesdo. Quando comparadas imagens normais do tecido epitelial do colo uterino
com imagens que apresentam NIC-I verifica-se que a alteracdo estrutural ocorre apenas na
camada basal. A inclusdo da area nuclear como atributo poderia levar a um aumento da taxa
de acurécia obtida com as TOs.

Com relacdo a avaliacdo dos métodos de andlise estrutural, verificou-se que a
extracdo de métricas globais da rede, levando-se em consideracdo todo o conjunto de nés e
arestas, nao fornece boas taxas de acuracia na diferenciacdo entre os diferentes NICs e
imagens normais (Tabela 2). Com a utilizacdo do algoritmo de agrupamento foi possivel
implementar uma modelagem baseada em regides da imagem e aumentar as taxas de acuracia
obtidas em relacdo a abordagem global. No caso das imagens de tecido epitelial do colo
uterino, foi possivel identificar de maneira automatica as camadas do mesmo adotando-se
critérios de semelhanca e relacdes de adjacéncia.

E interessante notar que a adog&o de valores de 85 proximos a 0 tende a gerar uma
grande quantidade de agrupamentos, com poucos ou apenas um tridngulo em cada um. Além
disso, os resultados apresentados na Tabela 5 mostram que quanto menor o valor de 85, maior
a taxa de acuracia obtida. Assim, verifica-se que a adoc¢do de valores de ds pequenos, com
posterior classificacdo dos mesmos € equivalente a rotulacdo direta dos tridngulos
individualmente, para o conjunto de dados em andlise. Também foi verificado que a
abordagem supervisionada mostrou-se mais adequada ao processo de identificacdo das
camadas do tecido epitelial. Por este motivo, nos experimentos da secdo 6.8 foi utilizada a
abordagem supervisionada.

Quanto a avaliagdo do método proposto na representacdo da transicdo gradual das
lesbes do colo uterino, foram obtidos valores de acurdcia maiores do que 70% para as

comparag0es entre as seguintes classes: Normal x NIC-1, NIC-I x NIC-II, e, NIC-Il x NIC-11I.
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E importante destacar que a diferenca entre as classes Normal e NIC-I encontra-se apenas na
camada basal. A detec¢do da presenca de anomalias também foi avaliada e, para isto, todas as
NICs foram agrupadas em uma mesma classe: Lesdo. Essa classe foi comparada a imagens
normais e foi obtida acuracia igual a 88%. Além disso, foi verificada também, a acuracia na
discriminagdo entre os trés tipos de NICs e regibes normais, obtendo-se acuracia de 64%. O
método descrito por Keenan et al, apresentado no Capitulo 3, forneceu uma taxa de acurécia
de 62,3% comparado-se apenas os trés NICs. Portanto, verifica-se que com o método
proposto neste trabalho foi alcancada melhor acurécia na diferenciacdo entre NICs em relacéo
ao trabalho de Keenan. O trabalho de Landini et al também avaliou a acurécia na classificacdo
de lesdes pré-malignas (neste caso, relacionadas ao carcinoma das vias orais) atingindo valor
méaximo de 51%, sendo comparadas apenas lesbes de alto e baixo grau. Apesar do contexto de
aplicacdo do trabalho de Landini ser diferente do presente trabalho, ambos sdo aplicados a
tecidos epiteliais.

N&o foram testadas abordagens probabilisticas na geracdo do grafo sobre o tecido,
como nos trabalhos de Demir e Gunduz (Capitulo 3), sendo consideradas apenas relacdes de
vizinhanca para geracdo do grafo. Porém, de maneira semelhante a esses trabalhos, os
resultados atingidos com o método proposto permitiram verificar a adequagdo da utilizacdo de
atributos topoldgicos na diferenciagdo de lesdes de interesse. A Triangulagdo de Delaunay
permitiu a representacdo do relacionamento entre as células e suas propriedades especificas
puderam ser utilizadas da identificacdo das camadas do tecido. Também verifica-se que o
método apresentado € invariante a rotacdo e a escala das imagens utilizadas.

Quanto ao atributos utilizados, em todas as comparacdes realizadas, o conjunto que
forneceu melhores valores absolutos de acurécia, foi o conjunto composto pelas TOs das
camadas basal e superficial. Como as TOs das trés camadas sdo linearmente dependentes,
foram utilizadas apenas os valores das camadas citadas. Verificou-se também que, para as
outras métricas, quando avaliadas separadamente, o valor referente a camada intermediaria
ndo aumentava o valor absoluto da acuracia, assim como a combinacédo de diferentes métricas
em um mesmo vetor. Quanto a avaliacdo da sensitividade, a entropia forneceu as melhores
taxas. No entanto, para a maioria das comparacdes realizadas entre as classes de interesse, 0
melhor compromisso entre sensitividade e especificidade, foi obtido com a utilizacdo do
conjunto de atributos formado pelas TOs das camadas basal e superficial, verificado através
do célculo do coeficiente de Matthews (MCC). Além disso, os valores de desvios-padrdo

aproximaram bastante os resultados obtidos com os diferentes vetores de atributos testados.
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O método apresentado ainda pode ser utilizado e avaliado na identificacdo de outros
tipos de lesbes de interesse e outros tipos de tecido, uma vez que, este método é genérico
quanto ao nimero de agrupamentos que podem ser identificados e o classificador proposto
pode ser facilmente adaptado a esses agrupamentos. Assim, em um trabalho futuro também
pode ser considerada a analise de outros tipos de lesbes e inflamacgdes relacionadas a
alteracOes estruturais em imagens histopatoldgicas.

No auxilio ao diagnostico das NICs, e consequente prevencao de lesdes malignas que
possam levar ao cancer de colo uterino, também pode ser considerada a modelagem e a
implementacdo de um sistema automatizado de auxilio ao diagnostico. A construcdo e a
validacdo desse sistema podem ser acompanhadas por especialistas da area de modo a
oferecer facil acesso a consultas de interesse. Por fim, espera-se que este trabalho possa
representar uma contribuicdo para o aprimoramento dos métodos de analise automatica de
imagens para auxilio ao diagndéstico, aumentando o grau de precisdo do processo de geracdo
de laudos e diagnosticos em exames histopatoldgicos, e, podendo atuar como uma segunda

opinido para o patologista.
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Matrizes de Confusdo dos experimentos realizados

93



A.1Matrizes de confusdo resultantes da validacdo cruzada (5-fold) descrita no

experimento da sec¢do 6.7.3.1: Normal vs Lesao

e Matrizes obtidas para o vetor de atributos X, = [TO_B,T0_S]

o Classe Real
Validacéo 1
Positivo Negativo
Classe | Positivo 10 3
Predita | Negativo 0 2

Sensitividade = 1,00 / Especificidade = 0,40

o Classe Real
Validacéo 2
Positivo Negativo
Classe | Positivo 10 3
Predita | Negativo 0 2

Sensitividade = 1,00 / Especificidade = 0,40

o Classe Real
Validacéo 3
Positivo Negativo
Classe | Positivo 10 2
Predita | Negativo 0 3

Sensitividade = 1,00 / Especificidade = 0,60

. Classe Real
Validacao 4
Positivo Negativo
Classe | Positivo 9 0
Predita | Negativo 1 5

Sensitividade = 0,90 / Especificidade = 1,00

L Classe Real
Validacdo 5
Positivo Negativo
Classe | Positivo 10 0
Predita | Negativo 1 5

Sensitividade = 1,00 / Especificidade = 1,00
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A.2Matrizes de confusdo resultantes da validacdo cruzada (5-fold) descrita no

experimento da sec¢do 6.7.3.2: Normal vs NIC-I

e Matrizes obtidas para o vetor de atributos X, = [TO_B,T0_S]

o Classe Real
Validacéo 1
Positivo Negativo
Classe | Positivo 4 4
Predita Negati\/o 0 1

Sensitividade = 1,00 / Especificidade = 0,20

N Classe Real
Validacéo 2
Positivo Negativo
Classe | Positivo 4 5
Predita Negativo 0 0

Sensitividade = 1,00 / Especificidade = 0,00

o Classe Real
Validacéo 3
Positivo Negativo
Classe | Positivo 3 1
Predita | Negativo 1 4

Sensitividade = 0,75 / Especificidade = 0,80

N Classe Real
Validacao 4
Positivo Negativo
Classe | Positivo 4 0
Predita Negativo 0 5

Sensitividade = 1,00 / Especificidade = 1,00

L Classe Real
Validacdo 5
Positivo Negativo
Classe | Positivo 3 0
Predita | Negativo 1 5

Sensitividade = 0,75 / Especificidade = 1,00
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A.3Matrizes de confusdo resultantes da validacdo cruzada (5-fold) descrita no

experimento da sec¢do 6.7.3.3: NIC-I vs NIC-II

e Matrizes obtidas para o vetor de atributos X, = [TO_B,T0_S]

. Classe Real
Validacéo 1
Positivo Negativo
Classe | Positivo 2 5
Predita Negativo 1 7

Sensitividade = 0,67 / Especificidade = 0,58

o Classe Real
Validacéo 2
Positivo Negativo
Classe | Positivo 3 2
Predita Negativo 0 10

Sensitividade = 1,00 / Especificidade = 0,83

N Classe Real
Validacéo 3
Positivo Negativo
Classe | Positivo 3 1
Predita Negativo 0 11

Sensitividade = 1,00 / Especificidade = 0,92

N Classe Real
Validacéo 4
Positivo Negativo
Classe | Positivo 2 4
Predita Negativo 1 8

Sensitividade = 0,67 / Especificidade = 0,67

o Classe Real
Validacdo 5
Positivo Negativo
Classe | Positivo 2 2
Predita | Negativo 1 10

Sensitividade = 0,67 / Especificidade = 0,83
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A.4Matrizes de confusdo resultantes da validacdo cruzada (5-fold) descrita no

experimento da sec¢ao 6.7.3.4: NIC-II vs NIC-III

e Matrizes obtidas para o vetor de atributos X, = [TO_B,T0_S]

o Classe Real
Validacéo 1
Positivo Negativo
Classe | Positivo 2 0
Predita Negati\/o 0 5

Sensitividade = 1,00 / Especificidade = 1,00

N Classe Real
Validacéo 2
Positivo Negativo
Classe | Positivo 2 0
Predita Negativo 0 5

Sensitividade = 1,00 / Especificidade = 1,00

o Classe Real
Validacéo 3
Positivo Negativo
Classe | Positivo 2 0
Predita Negativo 0 5

Sensitividade = 1,00 / Especificidade = 1,00

N Classe Real
Validacao 4
Positivo Negativo
Classe | Positivo 1 2
Predita Negativo 1 3

Sensitividade = 0,50 / Especificidade = 0,60

L Classe Real
Validacdo 5
Positivo Negativo
Classe | Positivo 0 0
Predita | Negativo 2 5

Sensitividade = 0,00 / Especificidade = 1,00
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