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Resumo

O presente trabalho de doutorado visa estudar o diagndstico de leucemias por meio
de processamento das imagens de microscépio Optico de transmissdo, em colaboracao
com médicos hematologistas do HC-FMRP-USP e sob supervisio do Prof. Dr.
Marco Zago. Como nem todas as leucemias podem ser diagnosticadas por meio de
parametros visuais, apenas os casos de leucemia linféide serdo considerados, uma
vez que esses sao casos onde as células podem ser classificadas visualmente com
precisdo. A analise citolédgica é feita por especialistas humanos, cotidianamente em
casos de contagem do nimero de leucécitos e se limitam & avaliagdo de um nimero
reduzido de amostras pois é uma tarefa repetitiva, minuciosa e especializada. Com a
automacao desse processo, ha possibilidade de maior niimero de andlises de imagens,
com geracao de informagoes estatisticas a respeito das células presentes em amostras
de sangue. O reconhecimento automadtico da célula envolve trés etapas basicas: a
segmentagao da imagem, a extragdo de caracteristicas e a classificacdo. A técnica
de reconhecimento de padroes adotada para segmentacio das imagens de esfregacos
de sangue utiliza aprendizagem supervisionada por cor no espago RGB, gerando
imagens bindrias contendo as diferentes regices de interesse: nucleo, citoplasma,
fundo e hemacia. O usuério pode treinar o classificador para uma imagem de es-
fregaco de sangue periférico, segmentar, filtrar e processar varias medidas das ROIs,
particularmente do nicleo e citoplasma, considerando parametros de forma, textura
e cor. A contribuicao desse projeto estd na elaboragdo de programas de interface
amigavel tanto para reconhecimento de padrées quanto para sele¢io de caracteristica
e mineragao de dados. O programa de reconhecimento de padrées é baseado em ca-
sos de leucéeitos normais, de leucemia linféide crénica, prolinfocitica e tricoleucemia.
Para desenvolvimento do programa de reconhecimento de padroées foi necessaria uma
grande base de dados, que hoje conta com aproximadamente 1.439 imagens, onde

cerca de 1.058 sao de leucdcitos normais e cerca de 381 de leucémicos.
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Abstract

The current PhD project deals with the leukemia diagnosis using optical micros-
cope image processing, in collaboration with hematologists from HC-FMRP-USP
and under supervision of Prof. Dr. Marco Zago. Only specific leukemia cases can
be diagnosed through visual parameter, therefore only lymphoid leukemias have been
considered since these are the cases in which the cells can be classified visually with
accuracy. Expert humans have dedicated to leukocyte differential count daily, limi-
ting the analysis to a reduced number of samples since this task is time-consuming
and painstaking. The automation of this process would allow to analyze many more
images with wide statistical information about each blood smear slide. The cell
recognition can be divided in three steps: the image segmentation, the feature ex-
traction and the classification. The pattern recognition technique to color segment
the images utilizes supervised learning in the RGB color space, generating binary
images containing the different regions of interest: nucleus, cytoplasm, background
and red blood cells. The user can train the classifier to segment a particular image,
to filter the resulted image, to process and to extract several cell attributes. Parti-
cularly, we are interested in the nucleus and the cytoplasm in terms of the shape,
size, color and texture. We have developed softwares with user-friendly interface
both to pattern recognition and feature selection/datamining. The pattern recogni-
tion system is dedicated to recognize normal leukocytes and lymphoid leukemias as
chronic lymphocitic, prolymphocitic and Hairy cells. For developing the pattern re-
cognition system, we collected a large database, which contains approximately 1,439
images nowadays, being around 1,058 normal leukocytes and around 381 abnormal

lymphocytes.
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Capitulo 1

Introducao

“Um pensamento sutil ainda que errado, pode gerar indagagées proveitosas

que possam estabelecer verdades de grande valor. (Isaac Asimov)”

1.1 Histéria do diagnéstico

Nos Pireneus, Franga, encontrou-se a noticia mais antiga (provavelmente dezessete
mil anos atras) dos curandeiro-feiticeiros, os profissionais da satide da antiguidade,
que tinham o “poder”de afastar as moléstias; eram os responsaveis pela interpretacéo
dos fatos “incompreensiveis”que levavam o individuo a doengas, ou seja, faziam o
diagnéstico. Desde o Periodo Neolitico existiam cirurgides hébeis, como mostram

cranios trepanados e cicatrizados, conservados no Museu do Homem em Paris.

A base essencial da medicina surge com as primeiras civilizacdes histéricas do vale
do Nilo e do Eufrates, no inicio do terceiro milénio e, em seguida, as do Mediterraneo
Oriental, com a tradicio dos Vedas, proveniente da India Sagrada, os tijolos de
Ninive' | os papiros do Egito, as tradi¢des biblicas e a brilhante cultura das Ilhas
Egéias e da Magna Grécia. Hamurabi, rei da Babilonia (XXII a.C.), elaborou uma
minuciosa legislacao, pela primeira vez, prevendo por lei, as responsabilidades do
meédico e do cirurgido (classe inferior que tinham seus atos controlados pelas leis
duras do cédigo de Hamurabi). Na China Antiga (1.000 a.C.), acreditava-se que

o sangue continha a alma. Os reis egipcios se banhavam em sangue para cura de

INinive foi uma das capitais da Assiria durante o governo de Assurbanipal (668 a 626 a.C.), quem
dedicou seu longo reinado a embelezar a cidade, nela erguendo uma biblioteca de tijolos. Muitos desses
tijolos ainda existem e grande parte deles tratava de assuntos médicos.
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elefantiase [7].

Hipécrates (460-370 a.C.), que afastou da medicina os constrangimentos da espe-
culacao filoséfica e a supersticdo, introduzindo seus principios éticos e cientificos,
distinguindo a medicina como uma ciéncia e profissdo de grande dignidade. Foi
Hipécrates? quem primeirou empregou a expressio carcinoma para designar tumo-
res malignos, diagnosticando-o como um derrame de humores organicos. Houve
quem sustentasse existir uma correlacao entre o cancer e restos embrionérios isola-
dos. Sua terapéutica ja contava com uso de medidas dietéticas, doses controladas

de arsénico e até mesmo de cauterizagao.

Com a queda do Império Romano (séc.V), a religido surge como elemento agre-
gador dos indmeros reinos barbaros formados apds sucessivas invasdes. A cultura
greco-romana quase desaparece nos periodos mais turbulentos do feudalismo (séc.V
a XV), mas permaneceu latente nos mosteiros. O pensamento medieval é marcado
pela tentativa de conciliar razéo e fé. A ciéncia medieval valoriza o conhecimento
tedrico em detrimento das atividades préticas. Ainda que no século XI tenham sur-
gido as primeiras universidades, a especulacéo filoséfica-teolégica se desenvolve até
o Renascimento. Os arabes foram uma excegdo na tradigéo cientifica medieval pois
em seu movimento expansionista, conheceram a cultura grega e iniciaram sua di-
vulgagao por meio de tradugdes e da criacao de centros de estudo. Pensadores como
Al Kindi, Alfarabi, Avicena e Averrois transmitem os conhecimentos dos antigos no
campo das ciéncias, sdo os introdutores dos algarismos arabicos no Ocidente e cria-
dores da algebra. Na alquimia, sistematizam os fatos observados durante geracoes
e aceleram a passagem do ocultismo para o estudo racional. Na astronomia, aper-
feicoam os métodos trigonométricos para o cédlculo das érbitas dos planetas e na
medicina, transmitem as obras de Hipécrates e Galeno, além de organizarem um

trabalho original de sistematizacao.

Na Idade Moderna, a ciéncia nao é mais a serva da teologia, deixa de ser um saber
contemplativo, formal e finalista, para que, ligada a técnica, possa servir a burguesia.
Surge o método experimental, fundamentado na observagdo, no delineamento de
hipéteses, adogao de controles e interpretacio de fatos para permitir generalizacéo.
Esse periodo pode ser resumido pela frase consagrada de Eduardo Prado Coelho

na obra Estruturalismo: com Copérnico, o homem deizou de estar no centro do

2http://www.vidamedica.com.br/mat68.pdf
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universo. Com Darwin, o homem deizou de ser o centro do reino animal. Com
Marz, o homem deizou de ser o centro da histdria (que, alids, ndo possui um centro ).

Com Freud, o homem deizou de ser o centro de si mesmo.

Os avancos da medicina foram acompanhados pelos avangos na tecnologia voltada
para o diagnéstico, que atualmente conta com equipamentos sofisticados, como éo
caso do citometro de fluxo. Esse aparelho realiza anélise hematolégica a partir de
amostras em tubo de ensaio. O sangue é aspirado, passa por camaras onde diferentes
células sdo contadas utilizando tecnologia a laser. O primeiro citometro de fluxo a
ser instalado no Brasil foi em 1988 na Fundagao Osvaldo Cruz, no Rio de Janeiro,
assim, consiste em um equipamento recentemente incluso na rotina laboratorial de
um nimero restrito de laboratérios, principalmente porque seu custo é de cerca de
US$ 100.000,00.

Para se fazer a contagem diferencial de leucécitos no citémetro de fluxo é ne-
cessdria a marcacdo com anticorpos monoclonais, o que depende da célula de in-
teresse. O custo de um frasco de anticorpo monoclonal é de cerca US$ 230,00, de
alto custo pois sdo substancias importadas. Cada frasco tem 2 ml e sao utilizados
5 ml de cada anticorpo monoclonal em cada teste. O citometro é utilizado para
diversas finalidades num laboratério como o Laboratério de Hematologia da Fa-
culdade de Medicina de Ribeirao Preto (FMRP - USP). As principais delas sao o
diagnéstico de casos de leucemia aguda, de doengas linfoproliferativas cronicas e de
linfomas néo-Hodgkin em fase leucémica, diagndstico da hemoglobintria paroxistica
noturna, contagem de linfécitos T CD4 e CD8 em pacientes com AIDS, estudo de
sub-populacdes linfocitarias em pacientes com imunodeficiéncia primaria, contagem
de células CD34+ no sangue periférico e na medula Gssea em pacientes ou doadores
que participam de transplante de células-tronco hematopoéticas, além do estudo de
doenca residual minima em pacientes que estédo em tratamento quimioterapico para

leucemias agudas.

A porcentagem de classificagdo correta do citémetro de fluxo pode ser de 90%,
uma taxa de acerto Gtima e privilegiada pelo grande nimero de células analisa-
das por amostra (10.000, 50.000 ou até mais dependendo do procedimento). A
empresa Becton-Dickinson é a fabricante dos citémetros mais usados em clinica
(FACSCan e FACSCalibur). A porcentagem de erro de um citometro pode au-

mentar no procedimento conhecido como cell sorting, que envolve um equipamento
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conectado ao citdmetro para separacio das diferentes sub-populagoes de células me-
diante parametros pré-selecionados. A rapidez em que as células sao submetidas na

camara de fluxo também influencia a taxa de erro.

1.2 Diagnéstico e cibernética

Cibernética é uma palavra que se origina do grego kibernetiké (timoneiro; o que
governa o timdo da embarcagdo; o homem do leme, aquele que dirige ou regula
qualquer coisa; guia, chefe). Norbert Wiener (1894 — 1964) foi o matematico norte-
americano considerado pai desta disciplina e cunhou o termo para designar a area
de pesquisa que explica o estudo das fungdes humanas de controle e dos sistemas
mecanicos e eletronicos que se destinam a substitui-los. A visdo cibernética dedica-
se ao estudo de visdo de maquina utilizando a visdo biolégica como modelo, embora
sistemas artificiais estejam longe de se equiparar ao potencial da visdo humana [8],

que integra informagdes, processando-as paralelamente.

Um exemplo de aplicacio de visao artificial é o desenvolvimento de sistemas
automéaticos de processamento e analise de imagens microscopicas, as quais sa0 im-
portantes em procedimentos laboratoriais de rotina que visam diagnosticar doencas
que cursam com alteragoes morfolégicas das células hematopoéticas, dentre elas as
leucemias e estados infecciosos. A variabilidade dessas células é muito grande, ainda
que sendo do mesmo tipo. Segundo os testes de proficiéncia em diagndstico por
humanos, realizados pelo Colégio Americano de Patologia, a taxa de acerto para
linfécitos, por exemplo, pode variar entre 79,3% a 92,3% [1], embora o acerto entre

os profissionais mais experientes esteja em torno de 95%.

O corrente projeto propoe modelos computacionais, contudo se salienta sobre a
fragilidade desses sistemas em virtude da complexidade e variabilidade das células,
propriedades intrinsecas de sistemas biol6gicos. Diagnosticos visuais despendem
tempo e recursos humanos de alta qualificagao, portanto a automacdo da andlise
citolégica tem potencial no auxilio ao diagnéstico laboratorial de véarias doengas,
proporcionando maior objetividade, uma vez que permite quantificar os atributos
celulares. A motivagdo desse trabalho foi analisar e classificar células sangiiineas pe-
riféricas normais e leucemias linfociticas cronicas, prolinfocitica e tricoleucemia para

fins de auxiliar o diagnéstico por computador a partir de micrografias digitalizadas.
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Com a automacéo desse processo, ha possibilidade de analisar um grande nimero
de imagens com geracio de melhores estatisticas a respeito das células presentes nas

amostras de sangue quando em comparagio com a visao humana.

O reconhecimento da célula envolve basicamente trés etapas: a segmentacao
da regiio de interesse (ex: o leucécito), a extragao de caracteristicas (drea do
niicleo, densidade de cromatina, razao nicleo-citoplasma, etc.) e a classificagio
ou diagnéstico (ex: linfécito anormal com caracteristicas de tricoleucemia). Os atri-
butos dos leucécitos exprimem informagao sobre a forma, cor e textura, utilizando
métodos cldssicos e modernos para célculo destas propriedades. Métodos de selecao
de caracteristicas foram implementados para investigagado de quais dos atributos
eram os mais promissores para descri¢io das classes de padrdes em questao, entre-
tanto o programa implementado independe do problema, podendo ser usado como

ferramenta de mineracao de dados genérica.

Neste projeto de doutorado desenvolveu-se um programa para reconhecimento
de leucéeitos de esfregacos de sangue periférico, cuja taxa de acerto foi baseada na
classificacio prévia por hematologistas, que os diferenciou em leucdcitos normais
(baséfilo, eosinéfilo, linfécito, monéeito e neutréfilo) e anormais (leucemias prolin-
focitica, linféide cronica e tricoleucemia). Esse trabalho vem sendo desenvolvido
em colaboracgdo com médicos hematologistas do HC-FMRP-USP, sob co-orientagao
do professor Dr. Marco A. Zago ¢ ampla ajuda dos alunos de doutorado: Sérgio
Martins, Rodrigo Tocantins Calado e Edgar G. Rizzatti. Através do Laboratério
de Hematologia da FMRP, imagens foram coletadas, além de informagoes bioldgicas
sobre os tipos de células existentes, as patologias e os diagnésticos, com a ressalva
de que nem todas as leucemias sao diagnosticadas através de parametros visuais.
Particularmente, as leucemias linfoproliferativas cronicas podem ser diagnosticadas
através de analise visual. Dentre elas, objetivou-se abordar as seguintes patologias:
leucemia linféide crénica (LLC), leucemia prolinfocitica e leucemia de células cabe-
ludas ou tricoleucemia (Hairy cell). A LLC foi particularmente estudada por ser
a mais comum das leucemias linféides, representado 30% de todos os casos, cuja
incidéncia é de cerca de 1.500 novos casos por ano no Brasil, particularmente dois

casos por semana no Laboratério de Hematologia da FMRP-USP.

Segundo resultados obtidos utilizando o software projetado para uma base de

imagens com 938 células, contendo os 5 tipos de leucdcitos normais e a anomalia
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LLC, foi possivel diagnosticar corretamente 100% dos baséfilos, 86% dos eosinéfilos,
92% dos linfécitos, 81% dos mondcitos, 98% dos neutréfilos e 86% das células de
LLC segundo artigo recém publicado [9].

A primeira parte dessa qualificacdo se dedicara a descricdo de metodologias,
incluindo o Capitulo 2, que trata da identificacdo e discriminacao das células em
esfregacos de sangue, o Capitulo 3 que traga um panorama sobre o métodos em
reconhecimento de padrdes e o Capitulo 4, que apresenta conceitos sobre selecao
de caracteristicas e delineia alguns conceitos importantes a respeito de mineracao
de dados. O Capitulo 5 fornece os resultados produzidos durante o programa de
doutorado, incluindo as ferramentas implementadas e os métodos descobertos e/ou
testados. O Capitulo 6 enfatiza a discussdo e conclusoes e delineia os trabalhos
futuros. Os apéndices complementam o trabalho com ilustragbes, manuais e os

artigos elaborados durante esse programa de doutorado.



Capitulo 2

O sangue humano

“O sangue, por si s6, move as rodas da historia. (Benito Mussolini)”

m todo o mundo, amostras de sangue sao analisadas visualmente, sendo que

os exames mais comumente solicitados para o diagndstico dos distirbios he-

matolégicos sdo o hemograma e o esfregago sanguineo [10]. A necessidade
de padronizacado para o diagnéstico fez surgir testes de proficiéncia em laboratério
clinico, como os ministrados pelo Colégio Americano de Patologia (CAP) [1] para
controle de qualidade dos laboratérios, providenciando uma lista de atributos im-
portantes a serem observados nas células. Este teste é considerado padrio de re-
feréncia mundial para classificagdo em laboratério. As informacbes deste capitulo
sdo baseadas em entrevistas com hematologistas, em enderecos na internet e livros,
especialmente os atlas de hematologia [1, 2], amplamente utilizados para elaboracao

das tabelas apresentadas neste capitulo.

Os elementos figurados do sangue periférico compreendem: as células completas,
ou seja, os leucéeitos (células brancas), compostas de citoplasma, niicleo e orga-
nelas; as células anucleadas e desprovidas de organelas citoplasmaticas, como os
eritrécitos (hemadcias) e finalmente as plaquetas, que constituem pequenos fragmen-
tos citoplasmaticos de células da medula Gssea, os megacariécitos. Estas células
possuem funcoes bastante diversas. Por exemplo, os eritrécitos sio células envol-
vidas primordialmente no transporte de gases: transporta oxigénio do pulméo aos

tecidos e didxido de carbono dos tecidos aos pulmoes.

Os elementos figurados do sangue' (leucécitos, eritrécitos e plaquetas) e seus

Links interessantes:
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precursores sdo tradicionalmente agrupados em duas linhagens [11]:

A linhagem mieléide inclui células produzidas exclusivamente na medula déssea,

dos adultos, circulam por um tempo limitado, sendo em seguida destruidas ou mi-
b )

grando para os tecidos para nao mais retornar a circulagido. As células da linhagem

mieldide sio:

eritrécitos e seus precursores;

plaquetas e seus precursores;

granulécitos (ou seja, neutrofilos, eosindfilos e baséfilos) e seus precursores;

mondcitos e seus precursores;

A linhagem linféide inclui células que s&o produzidas primariamente na me-
dula dssea e timo, onde estas células se dividem espontaneamente independente
de estimulo de antigenos, além de povoar numerosos 6rgaos linféides secundéarios.
Nestes orgaos linféides secundarios elas se multiplicam especialmente sob estimulo

antigénico.

As principais células da linhagem linféide (“imundcitos”) séo os linfécitos, seus
precursores e plasmdcitos. Estas células, contrariamente as células mieléides, podem
“re-circular”, ou seja, podem abandonar a circulagdo e depois voltar ao sangue,

podendo ter uma sobrevida de meses ou anos.

Existem, pois, na medula éssea células precursoras indiferenciadas (células tronco)
da linhagem mieldide, que s@o capazes de se diferenciar e dar origem aos precursores
de eritrécitos, granulécitos, monécitos e plaquetas. Os granuldcitos estao particular-
mente envolvidos em processos inflamatérios. Existem também células precursoras
da linhagem linféide que sdo capazes de se diferenciar em linfécitos do tipo T,

linfécitos do tipo B e outras células ligadas aos fenomenos de imunidade.

http://www.mc.vanderbilt.edu
http://www.meds.com



2.1 Leucdcitos - produgdo e fungdo 9

2.1 Leucocitos - producao e fungio

Podem ser divididos em dois grandes grupos, quanto a sua funcdo: fagécitos e
linfécitos. Os fagécitos, que incluem os neutréfilos, eosinéfilos, baséfilos e monéceitos,
sao células com capacidade de fagocitar material estranho (como bactérias ou fungos)
ou ainda células mortas ou lesadas. Normalmente existem no sangue periférico
apenas fagécitos maduros e linfécitos, na seguinte ordem decrescente de frequéncia:
neutréfilos, linfécitos, mondécitos, eosindfilos e baséfilos [12, 2, 10]. A Fig.2.5 mostra o
desenho esquematico de fagécitos e a Tabela 2.1, a distribuicao normal de leucdcitos

no sangue.

(@)

Figura 2.1: Desenho esquemdtico de fagécitos: (a) neutréfilo, (b) eosindfilo, (c) baséfilo e (d)
mondcito (fonte: [1]).

Os granuldcitos sdo produzidos a partir de células imaturas denominadas mielo-
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Tabela 2.1: Leucécitos: Niimero total 4.000 - 11.000/mm3

Leucécito | Porcentagem | Nimeros absolutos
neutréfilos 57 - 67% 2.280 - 7.370/mm?>*
linfécitos 25-33% 1.000 - 3.630/mm?*

mondcitos 3-7% 120 - 770/mm3
eosinéfilos 1-3% 40 - 330/mm?
baséfilos 0-1% 0 - 110/mm?3

* MINIMO = 4.000 x 57% = 2.280, MAXIMO = 11.000 x 67% = 7.370

blastos. Estas células amadurecem e multiplicam-se passando por estagios deno-
minados: mieloblastos, promielécitos, miel6citos, metamielécitos e, entdo, célula
madura, que é o estdgio em que a célula é geralmente encontrada no sangue pe-

riférico.

2.1.1 Neutrofilos

Os neutréfilos maduros sao subdivididos, segundo a forma do seu niicleo, em seg-
mentados (os mais abundantes) e bastonetes. A percentagem habitual dos dois tipos

de neutréfilos é de:

e neutréfilos segmentados = 54 - 62%
e neutréfilos bastonetes = 3 - 5%

e total neutrofilos maduros = 57 - 67%

Em condigbes normais, a proporgdo de bastonetes/segmentados varia de 1/11
a 1/21 (3/62 = 1/21; 5/54 = 1/11).0s neutréfilos possuem cromatina com aglu-
tinacdes (grossa) e o citoplasma apresenta granulos lilases (caracteristica especifica
ou tipica) predominantes. O ntcleo dos bastonetes pode assumir diversas formas:
de banda, de salsicha, em S, C, U e lobulado, podendo se dobrar sobre si mesmo.
Neutréfilos segmentados possuem nicleo dividido em 2-5 16bulos ligados por fila-
mentos sem cromatina interna. A presenga de um ntcleo claramente segmentado
permite distingui-los dos monécitos e linfécitos e a natureza dos granulos os segrega
dos outros granulécitos (eosindfilo e baséfilo). Apresenta-se a caracterizacio dos

neutréfilos detalhadamente na Tabela 2.2.
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Tabela 2.2: Caracteristicas do Neutr6filo, segundo [1].

Neutrofilo bastdo

Neutréfilo segmentado

Tamanho da célula

10 — 18pm didmetro

10 — 15pm didmetro

Razdo nucleo:citoplasma

1:15a1:2

1:3

Forma nuclear

banda estreita alongada,
com espessura uniforme,
16bulo nuclear tinico

2-5 16bulos nucleares
(filamento conectando os
lI6bulos:  0.5um, menor
que 1/3 da largura do
16bulo )

Posi¢do nuclear

central ou acéntrico

central ou acéntrico

Cor nuclear e cromatina

cromatina granular dspera
azul-pirpura escuro

cromatina granular dspera
azul-purpura escuro

Nucléolo

inexistente

inexistente

Cor e quantidade de cito-
plasma

rosa abundante

rosa abundante

Grénulos citoplasmaticos

especificos, rosa-violeta

fino

especificos, rosa-violeta

fino

2.1.2 Eosindéfilos

Os eosindfilos sdo leucécitos que se coram com eosina de modo que apresentem

granulos avermelhados.

teristicas chave na identificacao:

Suas caracteristicas sdo listadas na Tabela 2.3. Carac-

Tabela 2.3: Caracteristicas do Eosinéfilo maduro segundo [1]

Tamanho da célula

10-15um

Razio nuicleo:citoplasma

1:2a1:3

Forma nuclear

redondo a oval

Posi¢ao nuclear

segmentado, com 2-3 16bulos conectados por
um fino filamento de cromatina

Cromatina

densa e compacta

Nucléolo

inexistente

Cor e quantidade de citoplasma

azul palido e abundante

Granulos citoplasmaticos

Presenca de grinulos esféricos, alta rugosi-
dade, coloragdo uniforme de laranja a ver-
melho
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2.1.3 Basofilos

Estes sio os menores granulécitos circulantes (diametro 10-14 pm) [11]. O nicleo é
parcialmente visivel, obscuro a oculto por granulos metacromaticos de avermelhados
a pretos, composto de cromatina muito densa com formato lobulado incompleto, na
forma de uma folha. Os granulos sao menos nNumerosos que aqueles do neutréfilo
e menos empacotados que aqueles do eosinéfilo, mas diferente dos granulos dos

eosinéfilos, cobrem o nicleo. As caracteristicas do baséfilo podem ser resumidas
pela Tabela 2.4.

Tabela 2.4: Caracteristicas do Baséfilo maduro segundo [1]

Tamanho da célula 10 — 15pm

Razdo nicleo:citoplasma 1:2a1:3

Forma nuclear redondo a oval

Posigdo nuclear segmentado, frequentemente obscuro pelos
granulos citoplasméticos

Cor nuclear e cromatina cromatina granular aspera azul-purpura es-
curo, com aglutinagio em alguns pontos

Nucléolo inexistente

Cor e quantidade de citoplasma azul palido abundante

Granulos citoplasméticos Presenca de granulos de diferentes tamanhos
e formas densamente corados; os granulos
sdo especificos e em geral maiores que 0s do
neutréfilo e do mesmo tamanho dos granulos
do eosindfilo

2.1.4 Mondcitos

O nicleo se apresenta em geral identado?, em forma de C ou redondo. A cromatina
é mais frouxa, solta, irregular (heterogénea) que o nicleo dos linfécitos tipicos.
«Agsemelha-se a um pintura feita com bucha enquanto os linfécitos parecem ter
o niicleo pintado com um pincel de ponta fina”, afirma Dr. Rodrigo T. Calado,
colaborador nesse projeto de doutorado. A presenga freqiiente de vactolos e a cor
menos basofilica (acinzentada, com similaridade a “vidro fosco”) do citoplasma do
mondcito podem ser critérios mais diferenciadores dos linfécitos, em alguns casos.

A forma da célula é redonda e o citoplasma pode conter granulos lilases infimos

2identado = que possui identagdo, assemelhando-se a rim; forma de feijao
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(material fagocitado), podendo se assemelhar a pseudépodes. A Tabela 2.5 sintetiza

as caracteristicas dos mondcitos.

Tabela 2.5: Caracteristicas do mondcito maduro segundo [1]

Tamanho da célula 12-20pm

Razdo nicleo:citoplasma 4:1a2:1

Forma nuclear redondo a oval, identado

Posicdo nuclear central

Cor nuclear e cromatina Vermelho-pirpura péalido, cromatina minima,
fina, cheias de fios

Nucléolo inexistente

Cor e quantidade de citoplasma azul-cinza, vacuolos espalhados

Granulos citoplasméticos pode conter granulos lilases infimos

2.1.5 Linfocitos

Os linfécitos sao células do sistema imunitario, formados no tecido linféide do corpo,
isto é, nos nédulos linfaticos, timo, bago, amigdalas, placas de Peyer e algumas vezes
na medula. S&o geralmente homogéneos, mas variam numa faixa de aparéncias
morfoldgicas [1]. Podem ser pequenos (7 a 9 um), mas formas mais maduras sdo
frequentemente encontradas (10 a 18 pum). O niicleo contém cromatina homogénea
densa que se cora fortemente de azul-purpura. O citoplasma é escasso, agranular,
lateralizado e cora-se de azul celeste palido. Em formas maiores, o citoplasma pode
ser abundante e ocasionalmente contém um pouco de granulos vermelho-violeta.

Estas células aparecem aproximadamente 25-45% na contagem total de leucécitos.

O linfécito imaturo pode ser encontrado no sangue periférico e as principais
caracteristicas que o diferencia do maduro s&o: o nicleo apresenta uma combinacao
de cromatina condensada e agrupada, azul-pirpura com paracromatina® vermelho-
purpura, citoplasma claramente basofilico*, podendo apresentar nucléolos, embora

pouco distintos [2].

O linfécito grande granular (LGG) é um linfécito normal maior que os linfécitos
normais tipicos, com citoplasma levemente basofilico, varios granulos no citoplasma,

forma do nicleo mais irregular que o linfécito tipico e a cromatina medianamente

3paracromatina = cromatina clara e escura.
4coloragdio do citoplasma que varia de cinza-azulado a pérpura
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homogénea. Dos linfécitos normais circulantes, 10-15% sao linfécitos grandes gra-

nulares (células NK3).

Linfécitos “maduros”do sangue periférico ou dos tecidos podem ser estimulados
a se multiplicar quando entram em contato com antigenos especificos e assumir
formas variantes, cuja nomenclatura pode aparecer como linfécito atipico ou linfécito
reacional ou linfécito ativado®. O desenho esquematico da Fig.2.2 e as micrografias
da Fig.2.3 ilustram os linfécitos reacionais. Varios fatores podem desencadear a

ativacao do linfécito, como viroses, etc.

Linfécitos reacionais sao caracterizados por uma variabilidade de aparéncias mor-
folégicas ainda maior numa mesma lamina. O tamanho destes linfécitos varia em
10 — 25pm, apresentam aumento do ntcleo e do citoplasma, em geral formas mais
irregulares (menos redondas ou ovais). A morfologia dos linfécitos pode ser al-
terada tanto em resposta a estimulos imunolégicos quanto infecgbes e doengas virais,
toxoplasmose, reacoes alérgicas e outras doencas, embora pacientes normais e/ou
com hipersensibilidade a drogas também possam apresentar linfécitos alterados. Os
linfécitos reacionais sao divididos em 3 tipos, segundo Downey (1923). Essa cate-
gorizacao é considerada obsoleta por muitos investigadores e de pouca importancia,
sendo tema de muita controvérsia entre os hematologistas, porém uma descrigao
util didaticamente. Essas células sado linfécitos maduros altamente diferenciados e
diferem de seus correspondentes imaturos de 2 formas: a)linfécitos atipicos contém
cromatina nuclear madura vermelho-purpura em contraste com formas imaturas que
apresentam cromatina nuclear imatura com coloragdo palida com grandes quanti-
dades de paracromatina e b) linfécitos atipicos contém citoplasma abundante, ndo

escasso como nas formas imaturas [2].

As variagées morfolégicas mais comuns dos linfécitos (em relagdo aos linfécitos
tipicos) sdo listadas a seguir, porém tém conotagao exclusivamente morfolégica, sem

significar uma alterac@o funcional especifica ou um fator etiolégico [11]:

e nicleos com formas variaveis;

e quantidade de citoplasma aumentada;

SNK = abreviatura de Natural Killer ou célula assassina.
%0 linfécito reativo pode ser considerado uma célula anormal pois h4 diferenciagio em fungio dos
antigenos, contudo ndo significa leucemizada
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Tabela 2.6: Caracteristicas do linfécito maduro segundo [1]

Tamanho da célula

7-18 um (a maioria das formas com 9 — 12um
de didmetro)

Razio nicleo:citoplasma

4:1

Forma nuclear

redondo ou identado

Posi¢do nuclear

central, com citoplasma concentrado em um
dos lados ou redondo

Cor nuclear e cromatina

homogénea, rugosa, azul-pirpura

Nucléolo

usualmente ausente, raramente encontrado
em formas maduras

Cor e quantidade de citoplasma

azul celeste claro, quantidade escassa a mo-
derada

Granulos citoplasmaticos

pode conter poucos granulos vermelho-
violeta ou, no caso de linfdcito atipico, varios
granulos

e razao nicleo-citoplasmética aumentada;

e basofilia do citoplasma aumentada, podendo ser palida a moderada,;

e perda da homogeneidade do citoplasma;

e vacuolos citoplasméticos;

e aparecimento de um centrossomo’ distinto com marcacéo palida:

e presenca de granulos azurofilicos grandes;

e redugdo da condensagéo de cromatina (frouxa e heterogénea);

e aumento do tamanho nuclear;

e aparecimento de nucléolos;

2.2 Linfoma e leucemia linfoproliferativa cronica

Linfoma, ou linfadenoma, (Fig.2.4) é cada uma das varias patologias benignas e ma-

lignas (uma das quatro maiores incidéncias de cAncer) nas quais ocorre proliferacao

Tcentrossomo = 4rea palida do citoplasma, aparecendo pouco corada ou ndo corada, sem granulos e
situada préxima do centro da célula, correspondendo, em nivel ultra-estrutural, a vesiculas e membranas do

aparato de Golgi.
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Doveney Type

Figura 2.2: Desenho esquemdtico de linfécitos reativos [1]

de linfécitos histiocitarios, ou seja, originados nos tecidos linféides. Os linfomas
ocorrem em decorréncia a um erro no processo de produgéo de linfécitos no orga-
nismo, resultando em uma célula anormal que pode se acumular por dois motivos:
a) eles podem se duplicar mais rapido que células normais e/ou (b) eles podem vi-
ver mais que células normais. S&o classificados em Hodgkin® (LH) e ndo Hodgkin

(LNH), pela presenca ou nao das células de Reed-Sternberg®.

Em 1996, mais de 52.000 novos casos de LNH foram diagnosticados nos Estados
Unidos e mais de 23.000 pessoas morreram da doenca. As vérias formas de LNH
podem compartilhar caracteristicas morfol6gicas e imunolégicas, com muitas outras

disfungbes. Abaixo sumarizam-se algumas caracteristicas de LH e LNH:

e LH: uma desordem maligna na qual héd aumento progressivo (mas sem dor)

8Thomas Hodgkin, 1832: cirurgido inglés que descreveu processos que acometiam linfonodos, os quais
aumentavam muito de volume e levavam o paciente & morte; havia comprometimento de mediastino e bago.

9Stemberg (Austria) € Dorothy Reed (EUA), 1902: descreveram na histologia dos linfomas de Hodgkin
uma célula caracteristica, que ficou conhecida como célula de Reed-Sternberg.
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do tecido linfatico seguido de aumento do bago e do figado. Esse linfoma
é 0 mais estudado e os avancos corroboraram para a melhoria e rapidez no

diagnostico e tratamento da doenga, cuja cura é possivel em 80% dos pacientes,

H

Figura 2.3: Micrografias de linfécitos reativos; (a)linfécito normal; (b-d)linfécito atipico Downey
tipo I; (e-g)linfécito atipico Downey tipo II; (h-j)linfécito atipico Downey tipo III [2]
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aproximadamente.

e LNH: um grupo de cancer do sistema linféide, incluindo leucemia linfocitica
aguda, linfoma de célula B, linfoma de Burkitt, linfoma da célula difusa, lin-
foma folicular, linfoma de célula grande imunobléstica, linfoma linfoblastico,
linfoma da célula do manto, mycosis fungoides (Sézary), desordem linfoprolife-

rativa pés-transplante, linfoma da célula pequena clivada e linfoma de células
T.

A subclassifica¢@io dos LNH representou durante muitos anos um problema para
os patologistas, que consideravam apenas o tamanho e classe da célula. Atualmente,
sabe-se que existem mais de 40 categorias diferentes de LNH, de diferentes origens
celulares. Em 1994, um grupo de patologistas propds uma classificacdo consensual
dos linfomas, o sistema REAL (Revised European-American Lymphoma), que sub-
divide os linfomas de acordo com a linhagem da célula (B ou T) e seu grau de
maturidade, considera marcadores de superficie e citogenética. Existem outros sis-
temas de classificacdo como o proposto pela OMS (Organizagio Mundial de Satide),

pela FAB (French-American-British cooperative group).

O tratamento de LNH dependo do estédgio patol6gico e tipo histoldgico pode ser
radioterapia local para adenopatia sintomética, quimioterapia com agente tinico ou
combinada , o que depende do estégio de evolugdo da doenca. Se em Estagio I e II:
radioterapia isolada senao se em Estédgio III e IV: maioria dos casos acomete idosos.

A doenga é incurével, com evolugdo lenta 25%. Tratamento com Quimioterapia
(clorambucil, fludarabina, COP, CHOP).

Leucemia cronica é aquela cuja progressao se dé lentamente e leucemias linfopro-
liferativas cronicas sao especificamente aquelas em que ha proliferacao de linfécitos
com semelhancas com os linfoblastos (linfécito imaturo). O diagnéstico através da
andlise visual de esfregacos de sangue periférico é possivel em casos de leucemias

linfoproliferativas crénicas.

Essa tese tratara somente de neoplasmas das células B do sangue periférico, espe-
cificamente a leucemia linféide crénica (LLC), prolinfocitica e tricoleucemia (LCC),
sendo todos casos de desordem linfoproliferativa crénica. O diagndstico por meio de
analise visual da morfologia se torna impossivel em casos onde as células neoplésicas

possuem grande capacidade de proliferagdo e sdo pleomorfas, umas com variantes
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Figura 2.4: Linfomas e subdivisoes

Precursorda célula T
Célula T <:
Célula T periférica

Linfora nédo-Hodgkin

Precursor da célula B
{{} Célula B <:

Célula B periférica
LLC/SLL

{{} | Linfoma centro folicular|’
Linfoma Burkitt

@crasias da célula do plasm;Y

Linfoma ou
neoplasma linféide

Linfoma da zona marginal|

Linfoma da zona do mantc;|

Linfoma Hodgkin

Linfoma da célula B rico em célula T|

Linfoma difuso da célula B grande)

fonte: http:/family. georgetown.edu/welchjj/netscut/heme_onc/lymphoma.html

blastéides e prolinfocitéides, simultaneamente como é o caso do linfoma da zona do

manto.

Através da coleta dessas informagoes, delineou-se o escopo da tese corrente. Se-
gundo dados casuisticos fornecidos pelo Laboratério de Hematologia do Hospital
das Clinicas de Ribeirdo Preto (HCRP), a leucemia linféide crénica é o linfoma

mais freqiiente, inclusive com ocorréncia muito maior que os outros linfomas.

2.2.1 Leucemia linféide cronica (LLC)

A LLC e o linfoma linfocitico ou de células pequenas'® sdo basicamente a mesma
doenga, cuja incidéncia maijor é em adultos do sexo masculino (duas vezes mais
freqiiente que em mulheres), geralmente acima dos 50-60 anos. As leucemias de
células pequenas compartilham vérias caracteristicas morfolégicas com a LLC, in-
clusive indistintos quanto & expressdo de alguns antigenos de superficie. H proli-
feracdo de linfécitos de aspecto maduro, bem diferenciado, que infiltram linfonodos,

bago (polpa branca e vermelha), figado e a medula éssea. Se hé células neoplasicas

10também conhecido como linfoma linfocitico ou de células pequenas, que corresponde a ocorréncia da
leucemia linf6ide crénica no tecido enquanto que a LLC ocorre no sangue periférico.
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no sangue circulante (linfocitose de 4.000 células por mm?

ou maior) fala-se em LLC.
Se nao, o diagnéstico é linfoma ndo-Hodgkin linfocitico (considerado de baixo grau

de malignidade). A LLC é a leucemia mais comum de adultos nos paises ocidentais

(mais rara no Oriente). J4 o linfoma linfocitico constitui apenas 4% dos linfomas
nao-Hodgkin [12, 2, 10].

(@) T m)

" (©

Figura 2.5: Micrografias de (a) LLC, (b) prolinfécito, (¢) Hairy cell.

Clinicamente, a doenga é indolente e muitos pacientes sdo assintométicos. Sinto-
mas incluem fadiga, perda de apetite e de peso. Aumento de volume dos linfonodos
(linfadenopatia ou linfadenomegalia) e hepatoesplenomegalia ocorrem em 50-60%
dos casos. A contagem de células no sangue periférico pode ser normal ou chegar a
200.000 por mm3. O curso e prognéstico sdo muito varidveis. Tipicamente a sobre-
vida é de 4 a 6 anos, mas pode ser de 10 anos ou mais. Um fator de piora prognéstica
é a transformacg@o da LLC em tipos mais agressivos, como a transformacio prolin-

focitica (15 a 30%) ou para linfoma difuso de grandes células B (chamada sindrome
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de Richter, 10%).

A leucemia linféide crénica-B é a mais comum das leucemias linféides cronicas e
representa cerca de 30% de todas as leucemias. A sua incidéncia é de 5 casos para
cada 100.000 habitantes por ano, o que representa cerca de 1.500 casos novos por
ano no Brasil. Levando em conta o fato de que a sobrevida média gira em torno de

10 anos, sdo cerca de 15.000 pacientes com LLC no Brasil atualmente.

No Laboratério de Hematologia da FMRP-USP, faz-se o diagndstico de aproxi-
madamente dois casos por semana de LLC. Isto representa nao s6 Ribeirao Preto,
mas também amostras de sangue e medula éssea que vém de Araraquara, Barretos,
Santos, Brasilia, Uberaba, etc. O diagndstico é feito por um ou mais médicos he-
matologistas (também pode ser feito por um médico patologista clinico) e a anélise
morfolégica no microscépio € essencial para o diagnéstico. O exame complementar
é a imunofenotipagem e, s vezes, a biologia molecular. Outros laboratérios no pais
também fazem este tipo de diagndstico, mas sdo poucos os que contam com o he-
matologista e a imunofenotipagem, por conta do custo. Acredita-se que cerca de 30

a 50 laboratdrios no pais estejam aptos a fazer este diagndstico.

Os linfécitos de LLC sdo células maduras bem diferenciadas e podem se assemel-
har muito a linfécitos normais, embora geralmente sejam ligeiramente maiores (LLC)
ou pequenos (linfoma linfocitico), com nicleo grande em relagéo ao citoplasma (algu-
mas vezes o citoplasma é imperceptivel), coloragado de cromatina alterada, com apa-

recimento freqiiente de “ranhuras'!”

no nucleo. Citoplasma basofilico, com aspecto
granuloso. Grande proliferacio e aglutinagido de células. Contagem absoluta de
linfécitos deve ser maior que 5.000 células por ul, mantida por um periodo maior ou
igual a 4 semanas. Exames de medula ssea néo sao necessarios para o diagndstico,
mas podem ajudar no estadiamento e na avaliagdo do progndstico. Mais detalhes

sao listados na Tabela 2.7.

2.2.2 Leucemia prolinfocitica (LLP)

Prolinfécitos (Tabela 2.8) podem ser encontrados em casos de leucemia prolinfécita

ou mesmo de LLC. O diagnéstico é determinado pelo nimero de achados de LLC

Uranhuras = pontos mais claros do nicleo, que aparecem consecutivamente, dando a impressio de ter
sido arranhado; muitas vezes possue uma diregéo preferencial.

§?S§:~5529 SERVICO DE SIBLIOTECA
: INFCAMACAD
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Tabela 2.7: Caracteristicas da LLC segundo [1]

Tamanho da célula

8-30um

Razao nucleo:citoplasma

7:1a3:1

Forma nuclear

redondo a oval, podendo ser irregular

Posicdo nuclear

central

Cor nuclear e cromatina

cromatina compacta e aspera.

Nucléolo inexistente
Cor e quantidade de citoplasma quantidade escassa e basofilico
Granulos citoplasmaticos inexistente

Tabela 2.8: Caracteristicas da LLP segundo [1]

Tamanho da célula

10-18um

Razdo nucleo:citoplasma

5:1a3:1

Forma nuclear

redondo a oval, podendo ser ligeiramente
identado

Posicdo nuclear

central

Cor nuclear e cromatina

algumas vezes condensada, mais dspera que
nos linfoblastos e mais aberta que nos
linf6citos

Nucléolo

tipicamente Unico e proeminente; raramente
apresenta 2 nucléolos

Cor e quantidade de citoplasma

quantidade moderada, corado com azul ho-
mogeneamente

Granulos citoplasmaticos

pode conter uns poucos granulos azurofilicos

em relacao ao de prolinfécitos. Prolinfécitos sdo células maiores que as LLC e tém

um nucléolo central proeminente, cromatina agrupada e quantidade de citoplasma

basofilico de moderado a abundante. A LLP é caracterizada por um niimero maior

que 50% destas células no sangue ou na medula. A maioria destes casos ocorre em

adultos mais velhos, com evolugdo indolente da doenca, embora incurdvel com os

regimes de quimioterapia correntes. Individuos com LLP apresentam leucocitose e

esplenomegalia'?.

12esplenomegalia = aumento do bago observado em virias desordens do sangue [2].
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2.2.3 Leucemia de células cabeludas - LCC

A leucemia de células cabeludas é também conhecida como reticuloendoteliose leucé-
mica, leucemia de células pilosas, tricoleucemia ou Hairy cell. Esse nome se d4 de-
vido a suas projegoes que se assemelham a cabelos, dando uma aparéncia de flagelado
(Tabela 2.9). Tem didmetro grande (15— 30um) [2] com ntcleo redondo a oval, mas
ocasionalmente pode apresentar identacdo. E uma neoplasia rara causada por pro-
liferagdo de linfécitos grandes maduros e diferenciados. Pacientes usualmente apre-
sentam esplenomegalia e pancitopenia!®. A LCC é uma das formas mais trataveis de
doenga linfoproliferativa cronica, onde as células neoplasicas sdo linfécitos B mono-
clonais com projegdes do citoplasma em forma de cabelos. Sao frequentemente con-
fundidos com linfécitos reativos, prolinfécitos, células de linfoma, células de Sézary,
monocitos e mondcitos imaturos [1]. A LCC ocorre em 2 — 5% de todos os casos de

leucemia, com maijor frequéncia em homens (3-5 vezes maior que em mulheres).

Figura 2.6: Linf6cito normal (esquerda) e célula cabeluda (direita).

Bpancitopenia = redugio no niimero de eritréeitos, leucéceitos e plaquetas no sangue periférico [2].
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Tabela 2.9: Caracteristicas da LCC segundo [1]

Tamanho da célula 12-20p1

Razdo niicleo:citoplasma 4:1 a2:1

Forma nuclear redondo a oval

Posi¢do nuclear nicleo com forma ovéide a reniforme, po-
dendo ser excéntrico

Cor nuclear e cromatina cromatina homogénea difusa, fina a suave-

mente rugosa granular dspera azul-pirpura
escuro, com aglutinagdo em alguns pontos

Nucléolo pode apresentar um ou mais nucléolos peque-
nos
Cor e quantidade de citoplasma irregular, moderado a abundante, azul péalido

a cinza-azulado com delicadas projecdes ci-
toplasmaticas semelhantes a cabelos;

Granulos citoplasméticos ocasionalmente, podem conter granulos azu-
rofilicos finos

Na Fig. 2.6, a célula cabeluda'* é um pouco maior que o linfécito normal, com
cromatina mais fina que o linfécito, um nucléolo indistinto e citoplasma abundante
e com “cabelos”. Este exemplo néo exibe as caracteristicas de um linfécito reativo,

como alargamento nuclear e citoplasma aumentado.

2.2.4 Outras neoplasias

Existem outras neoplasias com grande potencial para automatizaciao da andlise vi-

sual. Dentre elas:

Linfoma centro folicular (linfoma da célula clivada ou linfosarcoma): tumor ma-
ligno originado e localizado nos nédulos linfaticos, baco e tecido linféide extranodal.
H4 aparecimento de linfécitos ligeiramente maiores que os normais (10 — 20um de
diametro), com pouco citoplasma, basofilico e oval a angulador. O ntcleo aparece
centralmente na célula, é clivado, com contorno nuclear com identacoes frequentes,
dobramentos, angulacoes. A cromatina é aberta, apresenta aglutinacdes com um
nucléolo ocasional. Estes tumores ocorrem em adultos e concorrem com 40% dos
casos de LNH nos Estados Unidos [1].

4fonte:http:/iwww.cap.org
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Figura 2.7: Exemplos de células de Sézary

Sindrome de Sézary (Mycosis Fungoides): também conhecida como linfoma de
células T cutdneo, pois a doenga afeta primariamente a pele, podendo acome-
ter nodulos linfaticos, medula e sangue. Estas células tumorais sdo normalmente
pequenas com nucleo marcadamente convoluto, entalhado, com dobras, dando o
aspecto cerebriforme (Tabela 2.10). Células maiores podem ser encontradas apre-
sentando os mesmos aspectos. A Fig. 2.7 mostra células' onde o padréo de croma-
tina € hipercromatico com nucléolos nao aparentes. O citoplasma ¢ palido e escasso.
Em contraste com as células de Sézary, mondcitos imaturos tem mais citoplasma
com um niucleo dobrado redondo a oval e cromatina fina. Embora os nicleos de
mondcitos possam ter dobras delicadas, eles geralmente nio exibem as convolucio

marcadas das células de Sézary.

Linfoma de células T do adulto: nicleo em trevo.

15 Fonte:http://www.cap.org/apps/docs/committees/hemato]0gy/97he/43.html
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Tabela 2.10: Caracteristicas da Sézary segundo [1]

Tamanho da célula 8-20pm

Razao nucleo:citoplasma 7:1a3:1

Forma nuclear redondo a oval, podendo ser irregular; forma
irregular, com variados graus de dobramento
(cerebriforme)

Posi¢do nuclear central

Cor nuclear e cromatina hipercromadtica com agrupamentos densos em

células pequenas; células maiores podem
apresentar cromatina mais aberta e dispersa.

Nucléolo inexistente
Cor e quantidade de citoplasma quantidade escassa, pélida e basofilico
Granulos citoplasmaticos agranular, podendo ocasionalmente apresen-

tar vactiolos que circundam o nticleo

2.3 Métodos de coloracio de esfregacos

Coloragao de Romanovsky se refere ao protétipo das muitas coloracoes que usam
eosina e azul de metileno para esfregagos de sangue e parasitas de maldria. A
coloracao de Romanowsky é usada amplamente em laboratérios de hematologia
para rotinas de coloragdo de esfregacos de sangue periférico. O nome da técnica
provém do nome do seu descobridor, Romanowsky, que em 1890 observou que uma
mistura de azul de metileno com eosina permite a coloracao diferenciada de regices

com diferentes alcalinidades.

Exemplos de variagdes da coloragdo de Romanowsky séo:

e Giemsa: solugédo contendo azuro II-eosina, azuro II, glicerina e metanol; usado
para corar parasitas protozoarios tais como Plasmodium spp. e Trypanossoma
ssp., € Chlamydia spp. para coloragdo diferencial de esfregacos de sangue e
para corpos de inclusao viral. Elementos corados apresentam cor de rosa a

purpura a azul.

e Leishman: mistura de azul de metileno e eosina para coloracio de esfregaco

de sangue e certos parasitas.

e Wright: mistura de eosina e azul de metileno, usado para demonstrar corpisculos

sangiiineos e parasitas de malaria.
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O RNA se cora intensamente em azul pelos corantes bésicos (azul de metileno,
azuros) e a hemoglobina se cora de rosa pelos corantes cidos (eosina). O citoplasma
basofilico tem tonalidade azul intensa em virtude de seu elevado contetido de RNA,
enquanto que o citoplasma ortocromaético é rosa em virtude de seu contetido de

hemoglobina.

O maior problema associado & coloragdo tipo Romanowsky para sangue periférico
é a grande variagao nas propriedades do corante em diferentes laminas. Pequenas
variagoes nas cores e intensidades dos leucécitos corados podem ser toleradas quando
observada por um técnico altamente treinado, uma vez que decisdes de classificacéo

sao feitas com base em amplo conhecimento prévio [2].
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Capitulo 3

Reconhecimento de Padroes

“A criatividade consiste apenas em perceber o que jd estd ld. Sabia que os
sapatos direito e esquerdo so foram inventados hd pouco mais de um século?
(Bernice Fitz-Gibbon) ”

adroes estao ligados a “regularidades”, sao entidades vagamente definidas
que podem ser nomeadas ou reconhecidas, como por exemplo, uma im-
pressao digital, um caractere, uma face, um sinal de fala, etc. Reconheci-
mento de padrées é a categorizagdo do padrao, isto é, o ato de usar atributos do

padrao para classificagéo.

As informagdes disponiveis sdo as caracteristicas ou medidas das populacdes
(classes) para essa tomada de decisdo que ndo sio completamente precisas, fazendo
com que os procedimentos de decisdo sejam estatisticos por natureza. Dado que
haja diferencas entre as populagdes, considera-se que essas populacoes tém descrigdes
(modelos) diferentes. Antes que se extraia propriedades dos individuos (objetos), é
necessario um pré-processamento para simplificar operagoes subseqiientes sem perda
de informacao relevante. Entéo, atributos podem ser extraidos e passados ao clas-
sificador que avalia a evidéncia apresentada e d4 a decisdo final a respeito da classe
a que pertence um objeto. O classificador supervisionado depende do conhecimento
prévio dos objetos, isto é, das amostras de treinamento. Em geral, cada amostra
é formada por mais de uma medida (dimensao do problema), formando um vetor
de caracteristicas que representa um ponto no espago de medidas. A precisio de
estimativas no espaco de caracteristicas dependera dos limites de decisdo, que deter-

minarao as regras de separacao entre as classes e da generalizagdo do classificador
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frente a novos padroes [13].

No contexto de processamento de imagens, o padrao é geralmente dado por uma
representacao mais compacta, contendo atributos que juntos sao supostos poder sin-
tetizar o que o padrao tem de similar a outros padroes da mesma classe e de dissimilar
em relacao a padrdes de classes diferentes. O reconhecimento de padrdes envolve
uma vasta cole¢do de problemas cujas solugoes empregam técnicas importadas de
outras areas, como teoria de autdomatos, teoria de decisdo, teoria da informacao,

probabilidade, estatistica, logica, etc.

Uma vez que classificar é basicamente a tarefa de recuperar o modelo que gerou o
padrao, técnicas de classificagdo diferentes se adequam melhor a diferentes modelos,
portanto processos de decisdes sao fundamentalmente especificos para certas tarefas,
ou seja, criar um dispositivo de reconhecimento de padroes de propdsito geral é

impossivel até o momento.

O objeto de interesse neste corrente projeto é a imagem, cuja manipulacao pode

ser dividida em trés etapas dependendo da entrada ou saida da etapa:

1. processamento: imagem ~- imagem (Seges 3.1 - 3.2);
2. anélise: imagem ~~ medidas (Secgao 3.3);

3. entendimento: medidas ~» descrigio de alto nivel (Segoes 3.4 - 3.6);

As préximas secoes serdo dedicadas & explicacao dos vérios passos no reconhe-
cimento de padroes, comegando com o processamento de imagens na Secao 3.1.
Embora conceitualmente parte do processamento de imagem [14], a segmentagao
serd descrita separadamente na Secdo 3.2. Os atributos das imagens de leucdcitos

serao detalhados na Secao 3.3.

3.1 Processamento de imagens

O uso de técnicas de processamento para melhoria da imagem e/ou simplificacao da
informacao para etapas posteriores é importante na pesquisa em imagens médicas.

O processamento de imagem denota basicamente as seguintes manipulagoes [15]:
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e melhoria da imagem, através de operagdes que melhorem a aparéncia para
um visualizador humano ou operagdes que convertam uma imagem para um

formato mais apropriado para o tratamento digital;

e restauracio da imagem, que visa a modificacao da imagem para compensar 0s

defeitos do sistema que produziu a imagem,;

¢ modificacdo geométrica da imagem, como magnificacao, redugao, rotagao, etc.

Um exemplo de processamento é a reducao do nimero de niveis de cinza (ou cor)
possiveis na imagem como forma de simplificar a informagao contida na imagem.

Dé-se o nome de quantizaco a esse processo, o qual sera discutido na segao a seguir.

3.1.1 Quantizacao

A eficiéncia e desempenho de algoritmos que consideram os niveis de cinza (ou cores)
das imagens podem requerer uma redugao drastica no niimero de niveis de cinza (ou
cores) a ser usada na representagdo. Existem duas formas de se discretizar uma
imagem: amostrando os pontos espacialmente ou o nivel de cinza (ou cor) de cada
pixel [16]. Geralmente, reduz-se o niimero de niveis de cinza ou cores através da
quantizacio do espago, usando uma paleta pré-definida (quantizagao estatica) ou
por agrupamento e/ou segmentagao espacial (quantizagao dindmica). Formalmente,
suponha que C seja o espago de cores e P, um subconjunto de C' chamado espago

de quantizagao dado na Eq.3.1.

P=ci,co,.cCiyoyCp | € Con & ||CY] (3.1)

Uma funcio @ que mapeia cada cor em C a cada elemento em P é chamada de

quantizador e é definida na Eq.3.2:

Q:C—P (3.2)

Equalizacio de histograma

Variagoes na luz, lente, filme e digitalizador normalmente introduzem transformagées

monotonicas em imagens em niveis de cinza. A normalizacdo de imagens através

. SERVICO DE BIBLIOTECA
'FSC USP INFORMACAO
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de quantizacdo com equiprobabilidade! é um tipo de equalizacio de histograma
que garante que imagens que sejam uma transformagio monoténica de uma outra

produzam os mesmos resultados por apresentarem as mesmas caracteristicas. O

algoritmo é apresentado detalhadamente por Haralick [3].

Figura 3.1: (a) Imagem colorida , (b) sua versdo em nivel de cinza e (c) imagem nivel de cinza
quantizada e equalizada segundo algoritmo de Haralick [3]

Esse algoritmo foi utilizado no estudo de textura do niicleo e do citoplasma dos
leucécitos nessa tese. A Fig.3.1 ilustra o processamento que se realizou para obter
atributos de textura. Apds a etapa de segmentagdo a partir da imagem colorida
(Fig.3.1.a), tem-se a separacao do leucdcito do resto da imagem e suas respecti-
vas regides (ntcleo e citoplasma). Entao, considera-se a versio em niveis de cinza
(Fig.3.1.b) dessas regides e aplica-se a equalizagao (Fig.3.1.c) para o estudo de tex-
tura usando matrizes de coocorréncia, conforme proposto por Haralick {3, 17]. A

extragao de medidas de textura serd detalhada na secao 3.3.3.

Além da quantizagio, processamentos por meio de filtros permitem melhorar a

imagem pra extracao de informagdo posteriormente.

3.1.2 Filtragem

Em um processo de filtragem, cada pixel da imagem resultante é uma geralmente

uma funcgao desse pixel e de seus pixels adjacentes. O objetivo é obter uma imagem

"Traducdo de equal-probability quantizing.
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resultante mais adequada que a original, reduzindo-se o ruido e/ou preparando a
imagem para processamentos seguintes. Através da filtragem, caracteristicas in-
teressantes da imagem, como bordas podem ser ressaltadas ou peculiaridades in-

desejaveis suprimidas, como o excesso de textura.

Pode-se dividir os filtros em lineares e nao lineares. Filtros lineares sao aqueles
que preservam a estrutura do espago vetorial no espaco de imagens, ou seja, sao
invariantes perante a multiplicagdo por um escalar e a soma. Para filtros lineares,
a implementacdo ¢ uma convolugao, ou seja, uma soma ponderada dos pixels da
vizinhanca do pixel em questdo. Exemplos de filtros lineares sdo: média, gradiente
e o laplaciano. Um dos filtros nao lineares mais importantes é o filtro de mediana,
usado para eliminar ruido sem introduzir niveis de cinza que nao existam na imagem
original. Qutros exemplos de filtros nao lineares sdo o Sobel, filtros morfologicos e
difuséo anisotrépica. Alguma referéncias interessantes sao: [16, 18, 15, 19]. A seguir,

descreve-se os filtros utilizados nessa tese.

Morfologia matematica binaria

A teoria de morfologia matemética permite filtrar imagens binarias e em nivel de
cinza para realcar, segmentar, detectar bordas e/ou esqueletos, afinar, avaliar granu-
laridade, etc. Tem por principio bédsico extrair informacao da geometria e topologia
da imagem, dado um conjunto de pontos completamente definido, chamado elemento
estruturante, cuja forma e tamanho sdo responséveis por gerar transformacoes na
imagem. As operagdes morfolégicas devem respeitar principios fundamentais como
invaridncia & translacdo, invariancia & mudanga de escala e considerar o conhe-
cimento local, ou seja, o conhecimento da regido onde seré aplicado o elemento

estruturante é suficiente para executar a transformacao.
As operacdes bésicas da morfologia matematica sao [20]:

a) erosdo: a erosiao de um conjunto de pixels X (imagem binaria) por um
elemento estruturante B resulta no conjunto Y, ou seja, o conjunto de translacoes
de B sobre X onde todos os elementos de B devem estar em X, onde B, indica o

elemento estruturante centrado em z.

Y=2zeX:B,CX
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b) dilatagdo: a dilatago é a operagdo inversa da erosao, definida pelo conjunto
das translacdes de B sobre X sempre que ao menos um elemento de B estiver em
X. Essa operacio se caracteriza por preencher todos os espagos da imagem com
tamanho inferior ao elemento estruturante da imagem original, podendo também

ligar elementos isolados.

Y=z€eX:B,NX#Q

c) abertura: ¢ uma operagao morfoldgica definida a partir da eroséo, seguida

de uma dilatagao.

d) fechamento: é a operagéo inversa da abertura, definida a partir de uma

operacao de dilatagdo seguida de uma eroséo.

Diferente da ordem adotada nessa tese, as operagoes morfologicas foram rea-
lizadas na fase pés-segmentacio (Segao 3.2). Sucessivas operacdes de erosao permi-
tiram eliminar plaquetas, regioes normalmente segmentadas como fazendo parte do
nicleo devido a semelhanca em termos de cor. Entretanto, a se¢io a seguir trata de
um filtro a ser aplicado antes do processo de segmentacdo pois, em teoria, garante

maior homogeneizacio das regides, preservando bordas.

Difusdo anisotrépica

A suavizacdo de altas frequéncias mais comum é aquela feita por filtros gaussia-
nos com objetivo de homogeneizar a imagem. Assim, através da convolugao da
imagem original (I,(z,y)) com uma gaussiana com pardmetro de escala ¢ (Eq. 3.3),
é possivel gerar imagens com diferentes resolugdes em termos de detalhes. Esta abor-
dagem tem um incoveniente principal: é dificil obter a localizagéo precisa das bordas
semanticamente significativas. Foram testados filtros gaussianos para o problema de
reconhecimento de leucécitos, mas a perda de bordas compromete o reconhecimento
dos leucécitos, tanto considerando o contorno do ntucleo quanto o contorno do cito-

plasma.

I(z,y,t) = L(x,y) * G(x,y; ) (3.3)

Aplicando a definicio de processos de conducdo de calor, define-se o filtro nao-

linear conhecido como difusdo anisotrépica, usado para redugéo de ruidos na imagem
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ou mesmo de detalhes (ex: textura) que ndo devem ser considerados no processo
de segmentacdo da imagem. Segundo Perona e Malik [21], foi Koenderik quem
verificou que a convoluc¢do do sinal com as gaussianas definida em vérias escalas é
semelhante a solucao da equagao do calor com o sinal original como condi¢ao inicial.
Algoritmos de difusdo suavizam regioes homogéneas de acordo com uma equagao

diferencial parcial mostrada em Eq.3.4:

I(z,y,t) = Al = Lyp + I, (3.4)

com condi¢ao inicial I(z,y,0) = I,(z,y), que é a imagem original. Mudando do
paradigma de espago-escala linear para a abordagem usando difusao anisotrépica, a
suavizacao é privilegiada dentro das regides ao invés das bordas, portanto se define
um coeficiente de conducao (c¢(x,y,t)) varidvel em funcio da borda da imagem.
Escolhe-se c¢(z,y,t) como uma fungdo do gradiente. E evidente que nao se sabe
onde estdo as bordas a priori, porém o gradiente da imagem é uma estimativa
suficiente para “proteger” a borda no processo de suavizagao por difuséo anisotrépica.

A imagem final, dada a escala ¢, é obtida segundo equacao Eq.3.5.

I(z,y,t) = div(c(z,y,t)VI) = c(z,y, t)Al + Ve VI (3.5)

Na Eq.3.5, div é o divergente e V e A sao os operadores de gradiente e laplaciano,

respectivamente.

Retinex

Em visitas a grupos de pesquisa em visdo computacional na Itélia, particularmente
o Instituto de Tecnologia de Informagao e Multimedia (ITIM) de Milao, micrografias
de leucécitos foram filtradas utilizando o algoritmo de normalizagdo de imagens RGB
Retinex [22]. Foi sugerida a aplicag@o desse algoritmo como forma de generalizar os
treinamentos para segmentacgao de leucécitos bem como tornar o sistema de anélise

de imagem mais independente do tipo de imagem de treinamento.

O retinex foi proposto por Land em 1964 [23], cujo nome provém da fusdo das
palavras retina e cortex, que propbe que, no sistema visual, os registros de luz
obtidos simultaneamente em 3 comprimentos de onda diferentes sdo comparados

para compor a cor da superficie. Esta comparacao é independente do comprimento
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de onda da composicdo da luz incidente e, portanto, nao considera a intensidade

relativa as luzes de diferentes comprimentos de onda.

Land sugeriu um algoritmo? que simula a constancia de cores em conjunto com
outro pesquisador, McCann [22]. Calcula-se a razdo entre o logaritmo de luz de um
dado comprimento de onda refletida por uma superficie (o numerador) pela média da
luz desse comprimento de onda, refletido pela vizinhanga (o denominador). O pro-
cesso é feito independentemente trés vezes para os trés comprimentos de onda (R,G
e B). Essa técnica explora a distribuicdo espacial (vizinhanga) das cores, separando-
se o efeito da iluminacio do reflexo. Em geral, comporta-se como um passa-alta:
ressalta bordas salientes e exerce influéncia a distancias arbitrarias, caracteristica
algumas vezes inconveniente pois pode ressaltar ruido. Essa técnica simula os ope-
radores biolégicos do sistema visual, que somam, diferenciam e retificam sinais de
entrada para obter interacdes espaciais, comparando o pixel com sua vizinhanga. A
luminosidade méaxima é considerada como valor de referéncia para comparagao com

outros pixels da imagem.

O Apéndice C mostra alguns resultados utilizando o algoritmo retinex para
leucéeitos, embora nio tenha sido adequado para leucécitos por alterar o citoplasma

com perdas. Portanto ndo foi adotado no software desenvolvido.

3.2 Segmentacao

Segmentacao de uma imagem é a designagdo que se da & separagao ou divisao da
imagem em regides significativas segundo algum atributo, que tem forte correlacao
com objetos ou regides do mundo real contidas na imagem. A segmentagao é uma
etapa essencial na andlise de imagem, um passo chave no sentido de organizar o
arranjo de pixels da imagem em regides que correspondem a entidades significativas
na cena [24]. O objetivo da segmentagéo pode ser a separagao completa do objeto

ou parcial, quando as regides nio correspondem diretamente aos objetos da imagem.

O atributo mais basico para segmentacdo é a luminosidade, segundo a qual di-
versos problemas de segmentagio podem ser resolvidos com sucesso usando somente

processamentos simples como a limiarizagao. Neste caso, a imagem geralmente con-

2http://www.cs.sfu.ca/ contour/publications/IST-2000
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siste de objetos contrastantes localizados num fundo uniforme. Tal processamento
é independente de contexto. Assim, nenhum modelo relacionado ao objeto é usado

e nenhum conhecimento sobre o resultado de segmentacio esperado é suposto.

Os métodos de segmentagéo podem ser divididos em trés grupos, de acordo com

a representagao da caracteristica considerada [14]:

e segmentacao baseada em conhecimento global da imagem ou de suas partes,
onde o conhecimento é representado pelo histograma das caracteristicas da

imagem. Ex: limiarizacéo;

e segmentacao baseada em borda da imagem, onde somente o contorno é ex-

traido;

e segmentacao baseada em regiao, onde propriedades (cor, textura, etc.) de
cada regiao independente das outras sdo consideradas na segmentacdo dos

objetos;

Em geral, a segmentagdo por borda e por regiao usam critérios locais de pré-
processamento, localizando mudangas abruptas nas intensidades ou cores da imagem.
Empregou-se o termo segmentacdo indiscriminadamente nessa tese para os resulta-
dos de métodos que visam separar objetos, tenham eles segmentado a imagem com

sucesso ou requerido pds-processamentos.

3.2.1 Limiarizacao

A limiarizacdo da imagem em niveis de cinza é o processo de segmentacdo mais
simples, barato e rapido, sendo o método mais antigo ainda largamente utilizado
em aplicagoes simples. Isso se deve ao fato de que muitos objetos ou regides da
imagem sao caracterizadas por uma refletividade ou absorcio de luz constantes em

suas superficies.

Nos casos em que a limiarizagéo é 1til na segmentacao do objeto de interesse, o
valor de limiar é crucial para uma segmentagio bem sucedida; esta selecdo pode ser

determinada pelo usuério interativamente ou através de algum método.

O limiar é global quando determinado a partir da imagem inteira ou local quando

dependente da posicdo na imagem, técnica interessante em casos de iluminacéo néo
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uniforme. Métodos mais complexos de detecgdo de limiar sédo baseados em analise da
forma do histograma. Um exemplo é o método que procura minimos locais entre dois
ou mais picos de histogramas bimodais, trimodais, etc. Estes métodos baseados na
forma do histograma s&o bastante sensiveis ao ruido e frequentemente exigem etapas

de pré-processamento para suavizagao do histograma.

Também é possivel considerar a limiarizagéo por banda (band-thresholding), onde
subconjuntos determinados por intervalos de niveis de cinza contém os pixels do
objeto. Sonka et al [14] argumentam a utilidade dessa abordagem na segmentagao
de imagens microscopicas de células do sangue, onde um intervalo particular de
niveis de cinza representa o citoplasma, o fundo é mais claro e o nucleo da célula
mais escuro. Contudo, a variacio de luminosidade entre as imagens impede que

esses limiares sejam calculados automaticamente com precisao.

A Fig.3.2 apresenta a imagem de um leucécito, o histograma geralmente bimodal
e a segmentacio do nicleo obtida por limiarizacdo global da imagem através do

histograma para limiar na intensidade 135, respectivamente.

Histograma da imagem

3500 +

3000 ¢

Imagem nivel de cinza Threshold = 135

2500 ¢

citoplasma+fundo

2000 ¢

1500 ¢

1000 t

500 f

0 100 200
b

Figura 3.2: Segmentacdo do nicleo de leucécito usando limiar em histograma de intensidades. a)
imagem em niveis de cinza; b) histograma da imagem; c) imagem limiarizada para
valor do pixel menor que 135.

Quando o histograma é bimodal ¢ a informagio do objeto de interesse se con-
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centra em torno de uma das modas, um tnico limiar é suficiente para separacao do
objeto de interesse (ex: o nicleo da célula) do fundo, porém a limiarizacéo pode ser
impossivel se o contraste entre o objeto de interesse e o fundo nao for grande. A di-
ficuldade de se encontrar um limiar 6timo pode ser superada se o valor do limiar for
aquele que maximiza a varidncia entre objetos e fundo. Existe uma ampla variedade
de algoritmos para determinagéo de limiar devido & popularidade dessa ferramenta

na segmentacgao de imagens [14].

A selecao iterativa de limiar é considerada étima, contudo altamente custosa sob
o ponto de vista computacional. Quando ha conhecimento sobre as propriedades
da imagem e/ou da forma do histograma a priori, métodos mais simples podem ser
adotados, obtendo-se resultados interessantes. A seguir, apresentaremos técnicas

que utilizam o conhecimento prévio que se tem das imagens das células do sangue.

Limiarizacao do canal G

Depois de tentar a limiarizacdo por banda, em imagens em niveis de cinza, para
dividir imagens em ntcleo, citoplasma e fundo como proposto no trabalho de Sonka
et al [14], Katz [25] observou que esse tipo de segmentacéo era efetiva somente para
um tunico glébulo branco na imagem ou mesmo para um nimero pequeno. Outro
transtorno foi que os niveis de cinza do citoplasma e fundo (particularmente na
presenca de hemaécias) tornam a técnica quase sem uso quando considerando um

amplo conjunto de imagens.

Ainda que usando limiarizagdo para segmentacio, Katz testou os canais de cro-
maticidade RGB e verificou que o canal G limiarizado permitia a segmentacéo da
regido nuclear. A banda G carrega grande parte da informacio do material nuclear;
essa regiao se caracteriza pela cor pirpura, ou seja, variagoes de magenta, que é a
combinagdo de valores altos para o canal R e B e valores baixos para G. Foi ve-
rificado que um valor de limiar fixo igual a 100 numa escala de 0-255 dava uma
discriminacdo aceitdvel entre os pixels nucleares e nio-nucleares. Testou-se esse
método com sucesso em imagens coletadas que apresentassem um histograma bimo-

dal, com informacao do nicleo concentrada nos valores de niveis de cinza inferiores
a 100.

Os resultados utilizando limiarizagéo pelo canal G foram importantes pois per-
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mitiram delimitar a regido da imagem que contém o leucécito uma vez que o nicleo
sempre é circundado pelo citoplasma da célula. Assim, a partir de imagens com
dimensdo de 760 por 480 pixels, foi possivel redimensionar a imagem para casos de
até 200 por 200 pixels.

O limiar fixo apresenta limitagoes pois a intensidade luminosa pode variar des-
locando o histograma para a esquerda (menos luminosidade) ou direita (mais lumi-
nosidade). Portanto, o préximo passo foi encontrar um algoritmo de limiarizagéo
que se adaptasse & imagem, retornando o melhor limiar em fun¢io do histograma

da matriz referente ao canal G de micrografias coloridas.

Limiarizacao por Entropia

A aplicacdo da medida de entropia na area de processamento de imagens provém do
conceito introduzido por Shannon na formulagao da teoria da informacao. Clausius
em 1854, atribuiu o termo grego entropia (evolugao ou transformagéo), para entender
a natureza do calor e a irreversibilidade em sistemas termodinamicos, baseando-se no
trabalho de Carnot (1824) e Kelvin (1850) [26]. Esse trabalho resultou na formulagao
da segunda lei da termodinamica (dS = dg/T > 0) na qual dg representa o fluxo
de calor e T a temperatura, que resumidamente afirma que a entropia (S) sempre

cresce em sistemas reais [27].

A entropia é uma propriedade macroscépica de sistemas (tal como volume e ta-
manho). No entanto, Boltzmann procurou uma explicagdo estatistica reduzindo o
conceito de entropia para niveis moleculares e chegou & forma S = kinW (onde
W é o ntmero de estados possiveis do sistema e k é a constante® de Boltzmann).
Shannon (1948)*, aproveitando a idéia de Boltzmann, foi quem definiu uma medida
de quantidade de informagio dada pela ocorréncia de um simbolo em uma men-
sagem. Assim, quanto mais raro um simbolo em uma mensagem, maior seria sua

contribuicéo para a quantidade de informagio passada pela mensagem [26].

A entropia de Shannon é a medida de informacao contida em uma mensagem
em oposicio a porcio da mensagem que é estritamente determinada. Na teoria
de informacdo, entropia é conceitualmente a quantidade real de informagdo em um

pedaco de dado. Dados inteiramente aleatérios em byte tem uma entropia proxima a

3} & a constante de Boltzman e vale 1.380658 » 10~23 Joules/ K elvin
4http://planetmath‘org/encyclopedia/ShannonsTheoremEntropy.html
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infinito, uma vez que o proximo caractere é desconhecido. Uma cadeia de caracteres
composta somente pela letra A tem entropia zero, pois o préximo caractere sempre
serd um A. A entropia de um texto em inglés esta por volta de 1.5 bits por caractere.
A taxa de entropia de uma fonte de dados é calculada por meio do nimero médio

de bits por simbolo necessério para codificé-lo.

Definindo W como a multiplicidade de um sistema e pensando esse sistema como

imagens, define-se a Eq.3.6:

N!

1™

Seja N o ntimero de pixels em uma imagem, N! o nimero de imagens possiveis

W =

(3.6)

com N pixels e N;! o niimero de possiveis configuracoes dos pixels com nivel de
cinza 7 em uma imagem, W indica todas as imagens possiveis com N pixels para
um ntmero de pixels com valor i, N;. Para se perceber o acréscimo de informacao
(I) de uma maneira aditiva e ndo multiplicativa, utiliza-se o logaritmo da medida

W multiplicado por uma constante k, definida a seguir.

I =kx*In(W) 3.7

Segundo Shannon, a entropia de informagao (S) indica a quantidade de in-
formacao por simbolo, cuja férmula origina-se da substituicao da Eq.3.6 em 3.7,

entdo S = I /N, segundo formula¢ao da Eq.3.8:

—(In(N1) Zln (Nil) (3.8)

Usando a aproximacao de Stirling para N! com N suficientemente grande, in(N!) =
N(In(N) — 1), chega-se na Eq. 3.9:

N; N,
S = —kZ ~ * () (3.9)

Note que p; = N;/N é a probabilidade de que o pixel ¢ seja encontrado na
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imagem, portanto pode-se escrever 3.9 como:

S=—kY» pi*in(p) (3.10)

Para a teoria da informacio, a constante k pode ser arbitrariamente escolhida,
entdo se adota k como a quantidade de bits, fixando a quantidade de informagao
(I = N) com W = 2" configuragdes possiveis. Daf, k = 1/In(2) ser usado para
medir a quantidade de informagdo contida em uma imagem em bits, que pode ser

escrito como 3.11:

S== pixlog(p) (3.11)

Métodos entrépicos nao determinam o limiar étimo para a binarizagio através
da forma do histograma, contudo usa o histograma como uma aproximagao da dis-
tribuicdo de probabilidades. O célculo de entropia foi proposto por Pun, poste-
riormente Kapur et al [28] evoluiu as consideracdes tedricas e praticas do método
inicial proposto e desenvolveu um eficiente método de binarizacao entropica: a soma
de entropias, que utiliza a propriedade de adi¢do da entropia. Se consideramos a
imagem digital como um sistema que pode ser decomposto em dois subsistemas A
e B estatisticamente independentes, a entropia do sistema apresenta a propriedade

da aditividade de forma que:

S=2S4+Sp (3.12)

O histograma normalizado dé a frequéncia relativa & ocorréncia dos niveis de
cinza para o conjunto total de pixels da imagem. Os pixels da imagem podem
pertencer ao “objeto”e ao “fundo”, duas classes estatisticamente independentes,
componentes de um tnico sistema (a imagem digital), cujos eventos sdo os valores
de luminancia dos pixels. Assim, para o nimero de niveis de cinza considerados, ou
seja, para n eventos define-se entropia conforme Eq.3.11. Para um sistema composto
por dois subsistemas A e B, dependentes do parametro t (t=thresholding ou limiar),

define-se dois conjuntos de probabilidades normalizados:
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P1 P2 y2

— =, = 3.13
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¢
onde F;, = Z p; e t é o limiar que “separa”’a imagem em 2 classes.
i=1
(a) Imagem original {(b) Fungio critério
30
— Kapur
—— Sahoo
20
10 1
D 1
0 100 200 300

(d) Imagem limiarizada por Sahoo

Figura 3.3: Limiarizagdo entrépica: (a)imagem original em nivel de cinza; (b) fungdes de entro-
pia relativa; (c) e (d) resultados da limiarizagdo usando limiar obtido por Kapur e
Sahoo, respectivamente.

t
Podemos escrever S; = — Z pilogp; de modo analogo a Eq.3.11, que depende de

i=1
t e é definida como a fungao critério para selegio do nivel 6timo para a binarizacéo

das imagens. O valor discreto de ¢ que maximiza a fungio S(t) é considerado o
nivel 6timo de binarizacdo. Uma outra abordagem, proposta por Sahoo [27], seria

tomar como limiar o valor que minimiza a diferenca quadrética da entropia dos 2
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subsistemas para diferentes valores de t, conforme Eq.3.15.

S(t) = (Sa — Sp)* (3.15)

A Fig.3.3 ilustra resultados do algoritmo de determinagao de limiar segundo
fungao critério definida por Kapur e Sahoo. O resultado da binarizag¢ao é semelhante
para ambos os métodos adotados e a avaliagao sobre a eficiéncia desses métodos, para
a imagem do fotégrafo, é subjetiva, uma vez que depende do contexto de utilizagao.
Por exemplo, na avaliacdo de células, deseja-se o nucleo, portanto medidas quanto

a taxa de acerto dos pixels do nicleo pode ser utilizada para avaliagao quantitativa
[29].

Limiarizaciio pelo Logaritmo da Acumulada (LogCum)

Uma abordagem interessante para determinagio do limiar automaticamente foi no-
tado durante o desenvolvimento do corrente projeto de pesquisa. Através de uma
técnica nao supervisionada, considera-se a forma do histograma para limiarizagao

global.

Diferente dos algoritmos baseados em entropia, o algoritmo original é calcu-
lado a partir de uma transformagcéo da fungio de distribuigao acumulada (P) mos-
trada na Eq.3.16, gerando a funcio critério (f). Determina-se o limiar 6timo (T)
minimizando-se o valor de f conforme a Eq.3.17, onde g indica os niveis de cinza

possiveis.

f(g) = log(P(g))F® = P(g).log(P(9)) (3.16)

T = argmin(f(g)) (3.17)

Esse algoritmo ainda ndo possui fundamentagao matemadtica e surgiu, curiosa-
mente, a partir de uma modificagéo no célculo do algoritmo de Kapur. Embora os
resultados sejam comparéveis, o método proposto é de menor custo computacional
e mais robusto conforme testado para véarias imagens. Aqui mostramos um teste
usando uma imagem em niveis de cinza (Fig. 3.4) e a informagao do canal G de

uma imagem colorida (Fig.3.5).
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Figura 3.4: Limiarizagfio pelo método LogCum: (a) imagem original em nivel de cinza; (b) his-
tograma normalizado de (a); (c) acumulada de (b); (d) logaritmo da acumulada apre-
sentada em (c); (e) fungo critério f, resultado da multiplicagdo de (c) por (d); ()
resultado da limiarizag@o.

Tanto a Fig.3.4 quanto a Fig.3.5 mostram exemplos em que a funcao critério tem
um tnico minimo e apenas um minimo foi encontrado para imagens de sangue, o qual
foi tomado como valor de limiar, obtendo-se resultados de limiarizacao satisfatérios.
Entretanto mais testes devem ser feitos para se entender melhor o método proposto
originalmente. Mais exemplos sdo mostrados no Apéndice B, ilustrando os métodos

entrépicos em comparagao com o método proposto.

3.2.2 Segmentacao por Borda

A segmentagdo das bordas da imagem descreve mudancas de funcdes continuas
usando derivadas, geralmente o gradiente e o laplaciano da imagem [15]. Como
a imagem € uma funcao que depende de duas varidveis, as coordenadas do plano
da imagem, os operadores que descrevem as bordas (ou detectores de bordas) sao

expressos usando derivadas parciais. A borda é uma propriedade ligada a um pixel
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Figura 3.5: Segmentagio do nicleo de baséfilo pelo LogCum usando informagéo do canal G; (c)
acumulada de (b); (d) logaritmo da acumulada apresentada em (c); (e) fungio critério
f, resultado da multiplicagdo de (c) por (d); (f) resultado da limiarizaggo.

individual e calculada a partir de uma certa vizinhanga deste pixel [14].

Viérios detectores podem ser empregados para definigdo dos limites dos objetos
como mostrado na Fig.3.6. O maior problema na andlise de bordas dos objetos de
interesse ¢ a descontinuidade do contorno e o ruido gerado pelos métodos, como
é melhor evidenciado na segmentacao do leucdcito na Fig.3.6. Geralmente, o re-
sultado da deteccao de borda nao pode ser usado como resultado de segmentacao,
assim pos-processamentos devem ser combinados para se ter, no minimo, uma seg-
mentacao parcial significativa. Muitos trabalhos foram dedicados a segmentacao de
imagens em niveis de cinza por borda aplicadas a leucéeitos [30, 25, 31, 32, 33], en-
tretanto os ajustes necessarios na fase pds segmentacao sdo muito custosos usando

tal abordagem.
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Detecg3o de bordas usando Matlab

Prewitt

Figura 3.6: Bordas do leucécito da Fig.3.2 para diferentes técnicas - a esquerda: Sobel, ao centro:
Prewitt e ‘a direita: Canny - descontinuidades do contorno e ruido

3.2.3 Segmentacio por cor

A segmentacio por cor é um tipo de segmentagéo por regido, que pode ou nao con-
siderar conexidade. Como utiliza propriedades da imagem, os pixels vizinhos com
amplitudes similares tendem a ser agrupados para formar uma regiao segmentada
[15]. A homogeneidade é o principal critério em algoritmos que visam dividir a
imagem em zonas de méxima semelhanga. Ao invés de uma escala para amplitude
ou nivel de cinza, imagens coloridas sdo segmentadas a partir de vetores contendo
as coordenadas no espaco de cor, por exemplo, o0 RGB. Algoritmos de segmentagao
de imagens coloridas se desenvolveram muito na década de 90, sendo que na maioria
das vezes sdo uma espécie de extensdao dimensional de algoritmos para imagens em
nivel de cinza. Lucchese e Mitra [19] apresentam um interessante levantamento bi-
bliografico a respeito de segmentagao por cor, que pode ser sintetizado por meio dos
comentérios a seguir. Sugere-se a divisio dos algoritmos em trés grupos de técnicas

baseadas em:

a) espaco de caracteristicas: os pixels da imagem sao mapeados em algum
espaco de cor, esperando-se que diferentes objetos da imagem se manifestem em di-
ferentes nuvens de pontos. A localizacido do pixel é perdida, ou seja, negligencia-se
a relagdo espacial entre eles. As técnicas mais populares para segmentagao usando
espagcos de caracteristicas sdo por agrupamento (clustering) e por histograma. Esses
algoritmos operam exclusivamente em alguns espacos de caracteristicas, resultando

em regides homogéneas com respeito as caracteristicas representadas nestes espagos.
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Contudo, néo ha garantia de que estas regides apresentem conectividade na imagem
original, o que ocorre principalmente quando utilizando as coordenadas R,G e B;
a abordagem por espago de caracteristica para segmentagao de regiGes por cor nao
garante que pixels adjacentes influenciem no julgamento do pixel em questdo, em-

bora tal requisito possa ser incorporado ao algoritmo.

b) dominio da imagem: considerando o dominio da imagem, busca-se tanto
por homogeneidade das caracteristicas da regiao quanto pela conectividade ao mesmo

tempo. Essas propriedades séo garantidas através dos seguintes métodos:

e subdivisdo e fusio das regioes da imagem (técnicas divide-e-funde®). Um exem-
plo é o uso de diagramas de Voronoi para particionar a imagem e mapas de

Kohonen para fundir;

e crescimento de regides, onde a partir de sementes geram-se regides conecta-
das, que em seguida sdo fundidas segundo algum critério de similaridade, por

exemplo as distribuigdes de cor da regiao;

e técnicas baseadas em borda: ex. fungdes de gradiente para imagens coloridas,

contornos ativos ou snakes;

e classificagio baseada em redes neurais, que permite alto grau de paralelismo,
computacionalmente rapida, mas precisa de fase de aprendizado e conheci-

mento a priori;

c) fisica: todos os algoritmos anteriores estao suscetiveis a erros se os objetos da
imagem colorida s@o afetados por variagoes luminosas, sombreamentos ou sombras,
dai estes algoritmos retornarem imagens super segmentadas geralmente. A unica
maneira de superar esses entraves é analisar como a luz interage com materiais co-

loridos e introduzir modelos desta interacéo fisica nos algoritmos de segmentagao.

A respeito dos espagos de cores, estes podem ser divididos basicamente em siste-
mas baseados em dimensoes perceptuais (Lab, HSV, etc.) e ndo perceptuais de cores
(RGB, XYZ, etc.). O sistema Lab da CIE (Comission Internacionale L’Eclairage) é

5Tradugio de split-and-merge.
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independente dos dispositivos em que esta sendo exibido. Isso ja ndo é verdade para
o RGB, que depende do dispositivo em uso. No modelo Lab, L est4 relacionado a
luminancia, a e b correspondem a, respectivamente, crominancia vermelha/azul e
amarelo/azul. Maiores detalhes sobre técnicas de transformacdo entre espacos de
cor, sugere-se [34, 15], além do endereco:
http://www.dca.fee.unicamp.br/"alexgs/disciplinas/pi/grupo6/lab2

/exercicio_4/exercicio_4.html.

3.3 Extracao de caracteristicas: medindo as ROIs

As caracteristicas da imagem podem ser divididas em trés tipos: baseada na forma,
na cor ou na textura. As medidas consideradas a seguir foram adotadas baseadas

no estudo do leucécito, conforme descrigbes apresentadas no capitulo 2.

Através de coleta de dados em estudo bibliogréfico e junto aos médicos hematolo-
gistas do FMRP-USP, observou-se que tanto parametros de forma quanto textura e
cor eram importantes no reconhecimento e diferenciacdo das células do sangue. Nas
préximas secoes define-se os atributos utilizados no corrente projeto de pesquisa,
sendo que a utilizagdo deles e desempenho do classificador s6 serao discutidos no

capitulo de resultados.

3.3.1 Forma

Forma é uma propriedade dos objetos que permite descrevé-los em termos de sua
representagdo externa (contorno) e interna (regido) [14]. Dentre os vérios atributos
de forma existentes [16], aqueles que foram utilizados no corrente projeto de pesquisa
sdo: area (A), drea do maior objeto, niimero de elementos ou partes constituintes,
circularidade, descritores topoldgicos (nimero de furos do objeto), area dos furos,
perimetro (P), nimero de pontos céncavos, convexos e energia de dobramento do
contorno do niucleo. Uma outra medida foi a razdo nicleo-citoplasmatica (NC'),

dada pela razao entre a area do niicleo e soma das dreas do nicleo e citoplasma (Eq.
3.18)

NC = Anucleo (3 1 8)

Anucleo + Acitoplasma
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Circularidade

Caracteristicas que expressem circularidade so interessantes uma vez que os leucécitos
sao razoavelmente redondos. Portanto a medida de compacidade padrao foi usada
e é definida pela Eq.3.19. A compacidade atinge seu minimo de 47 para regides que
sejam circulos perfeitos. Em geral, células pequenas como os linfécitos e neutrofilos
tém valor de circularidade préximos do minimo, enquanto células maiores, contendo

mais protrusdes, sdo menos redondas [35].

Apesar dos esfor¢os para segmentacao do citoplasma, os resultados obtidos nao

foram suficientemente precisos, portanto se calculou a circularidade apenas do niicleo.

C=— (3.19)

Contorno

Uma vez determinadas as ROls, o contorno dos objetos pode ser definido usando
uma representacao paramétrica, ou seja, definem-se parametros para o contorno
como ponto inicial (arbitririo), ponto final e sentido de travessia sobre o contorno
(horario ou anti-horério) [16]. Durante a extragao do contorno é valido considerar
se a curva é aberta ou fechada e se o que se deseja é o contorno interno ou externo.
Ha diversos algoritmos para extracao de contornos paramétricos em imagem bindria
como o famoso cédigo de cadeia ou de Freeman [16]. Um algoritmo bastante titil

que segue o contorno, popularmente conhecido como ceguinho, é explicado a seguir:

1. varre-se a imagem até que um ponto inicial pertencente ao contorno do objeto

seja encontrado, assumindo que o objeto seja preto, o fundo sera branco;

2. a partir do ponto inicial, o algoritmo circunda o objeto conectado até que o

pixel de inicio seja revisitado, indicando que a tarefa se completou;

3. define-se o contorno externo de um objeto conectado.

A curvatura é definida a partir do contorno e mede localmente quao abrupta

é a curva num dado ponto (analogia com aceleragio), consistindo em um conceito
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classico da geometria diferencial de curvas e superficies. A curvatura é importante
na percepgao visual, pois ela carrega informagdes relevantes para o entendimento da
forma observada. Pontos de alta curvatura podem ser entendidos como quinas ou
extremidades de uma curva. Dada uma curva paramétrica como a evolucio de um
ponto no espago bidimensional, definimos a posi¢ao de uma particula no plano como
sendo o vetor P'(t) = [z(t), y(t)], onde t é um valor real chamado parametro que dé

cada ponto da curva. Assim, podemos escrever a curvatura de um ponto como na
Eq. 3.20:

b — ZOY 0 =y ()

[2/(£)2 + y/(£)2]*/2 (3.20)

Considerando a curvatura, muitas propriedades geométricas podem ser extraidas
como pontos de convexidade e de concavidade, pontos de inflexao, segmentos de reta,
assim como a energia de dobramento (B), que traduz a rugosidade do contorno e é

representada na Eq. 3.21, onde P é o niimero de pixels do contorno.

P
B= % Z k(t)? (3.21)
t=1

3.32 Cor

A cor pode ser usada como critério para segmentacio da imagem, conforme descrito
na Segao 3.2.3, bem como um atributo das ROI da imagem. As imagens coloridas
sao originalmente mapeadas nos canais RGB, ou seja, os canais de cromaticidade
que codificam cada pixel da imagem. Partindo dos histogramas de primeira ordem
dos canais RGB tomados separadamente, é possivel calcular caracteristicas densi-
tomeétricas, que expressam a intensidade das regides. O conceito de histograma pode
ser estendido para descrever a distribuigdo de probabilidade para cada um dos ca-
nais RGB. O histograma de cor é uma propriedade extraida dos canais croméaticos

e é comumente utilizada [36].
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P(b) = % (3.22)
255

Sy = b=Y bxP(b) (3.23)
b=0

255

Sp = D _(b-1)'/2 (3.24)
;:0255

Ss = =Y (b—1b)°P(b) (3.25)
i b=0
1 255

S, = ;Z(b—g)“P(b)—ii (3.26)
| s

Sv o= =) PO (3.27)
1b=(2)55

Sp = —;Zp(b)*logQ[P(b)] (3.28)
b=0

A extragao de caracteristicas se d4 por meio de 6 descricdes quantitativas da
forma do histograma [15] de cada canal de cromaticidade, calculadas segundo a
Eq.3.22, portanto 18 medidas diferentes. Algumas das estatisticas do histograma de
cor incluem a média (Eq.3.23), desvio padrao (Eq.3.24), coeficiente de assimetria®
(Eq.3.25), curtose’ (Eq.3.26), energia (Eq.3.27) e entropia (Eq.3.28) de cada canal
RGB, onde P é o histograma normalizado do canal, b é um nivel de amplitude em
0 < b <255, N é o nimero de pixels de amplitude b e M é o niimero total de
pixels. Song [37] utiliza medidas semelhantes na descricio de leucécitos em imagens

de esfregagos de sangue.

3.3.3 Textura

Apesar de ser uma caracteristica intrinseca em imagens naturais, nio existe uma
definigao formal e precisa do que seja textura. Uma abordagem aceitével é descrever
textura como um padréao repetitivo de variagbes locais na intensidade da imagem

que sejam ténues demais para serem distintas como objetos separados. Descricoes

Stradugdo de skewness.
"tradugdo de kurtosis; sindnimo de coeficiente de achatamento.



3.3 Extracdo de caracteristicas 53

texturais tém sido largamente utilizadas em segmentacio de imagem, analise de
forma, estimacao de orientacéo e outras tarefas de inspeco como a classificagao de

micrografias de células [31, 38].

A textura é comumente usada como um descritor de regiio em analise de imagem
e visao computacional. As principais abordagens usadas para descrever textura sao
estatistica, estrutural e espectral. Técnicas estatisticas caracterizam textura por
propriedades estatisticas dos niveis de cinza da imagem. Tipicamente, estas pro-
priedades podem ser calculadas usando histogramas dos niveis de cinza (estatistica
de primeira ordem) e matrizes de co-ocorréncia dos niveis de cinza (GLCM8), ou
seja, de segunda ordem. O estudo de textura por GLCM foi proposto por Ha-
ralick [3], que define a GLCM como a distribuicdo de probabilidade conjunta entre
dois pixels de uma imagem em nivel de cinza dada uma certa direcdo, distancia
e tamanho de bloco (janela), sendo que o niimero de niveis de cinza considerado
(Ng) dé a dimensao da GLCM. A partir dessa matriz, virias medidas podem ser ex-
traldas informando a respeito do contraste (quantidade de variacoes locais) e ordem

(regularidade entre os valores de pixel dentro de uma janela).

O algoritmo para extracio de parametros de textura pode ser sumarizado através

do seguintes passos, conforme proposto por Haralick [3):

1. Equalizagao da imagem [3];

2. Quantizacdo: a quantizagio nos niveis de cinza reduz a demanda computacio-

nal e elimina graos finos;
3. Filtro de mediana;

4. Calculo da GLCM dados o pardmetro de distancia (d), angulo (8) e 4rea de

cobertura da imagem ou janela (w);

5. Calculo das medidas de textura a partir da GLCM normalizada (p): usou-
se particularmente a correlagdo, energia, entropia, homogeneidade e inércia,

porém existem outros parametros de textura que podem ser calculados [17].

A janela d4 o pardmetro de variagao de espago-escala em casos em que se impoe

isotropia, ou seja, a GLCM ¢é insensivel a rotagdes de 180 graus e invariante para os

8GLCM = acrénimo de Gray Level Cooccurrence Matrix.
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diferentes valores de 8 = (0°,45°,90°,135° e distancia entre pixels constante, o que
resulta fazendo-se a média de p calculada para cada um dos angulos como na Eq.
3.29.

T
o= 3 tm) (3.29)

8
6=0,45,90,135

Sejam dois pixels, ¢ e j, da imagem em nivel de cinza (/,), eles podem assumir
valores inteiros em [0, N, —1]. A distribuic¢do de probabilidade conjunta p é indexada
pelos pixels de I,, onde a linha é dada por ¢ e a coluna por j. Assim, a GLCM é
construida a partir da imagem relacionando-se a intensidade dos pixels par a par
através da contagem do nimero de transi¢oes (#) do pixel 7 para o pixel j. Considere
a funcéo p como a transigdo resultante de ¢ = I,(x, y) para j = I,(Z, §) dada alguma

distancia d e angulo 6, entdo p pode ser expresso como a na Eq.3.30:

p(i, jld,0) = #{(4,5) € I, | j = p(ild,0)} (3.30)

onde p é a fungao do primeiro pixel dado um deslocamento d em uma das 4 direcoes

possiveis, cuja representacao se da através das Eq.3.31-3.34.

p(ild,0 =0°) - ZT=zx+d;, G=uy; (3.31)
p(ild,0 =45°) - T=z+d; F=y+d; (3.32)
p(ild, 6 = 90°) — T =uz; y=1y+d; (3.33)
p(ild,0 = 135°) —» T =2z — d; =y+d; (3.34)

Ao invés de se usar a textura para segmentagdo da imagem, é possivel apenas
extrair atributos de textura para fins de classificacdo, os quais sdo capazes de ex-
pressar diferengas entre regides mais rugosas de regides menos rugosas, por exemplo.
Supde-se a principio que a informagao textural esteja contida na relacio espacial
média entre os tons de cinza, ou seja, a textura de uma imagem ¢é interpretada em
termos da média de um certo parametro de textura calculado para varias particoes
da imagem. Alguns parametros texturais [3, 17] foram adotados na corrente tese e

calculados a partir de p em fungao de ¢ e j, (p; ), sendo listados nas Eq.3.35-3.39:



3.3 Extragao de caracteristicas 55

n—1

Inércia = z:pm-(i—j)2 (3.35)
i,j=0
n—1

Energia = Z(pi’j)Q (3.36)

4,7=0

n—1
Entropia = —Zpi,j[log(pi,j)] (3.37)
i,j=0
Yoo Xojso i * P = Hakly
Correlacio = — = (3.38)

00y

n—1
Homogeneidade = Z pij/(1+(i—5)% (3.39)

4,7=0

As medidas de textura podem ser divididas em dois grupos® de acordo com o

propésito dos pesos nas equagoes :

e Contraste: essas medidas usam pesos (valores de (i — j)) relacionados com a
distancia a diagonal. Como exemplo, interpreta-se a Eq. 3.35, quando i e j s&o
iguais, a p; ; estd na diagonal e (¢ — j) = 0. Estes valores representam pixels
inteiramente semelhantes a sua vizinhanga, portanto o peso é 0 e quanto maior

for a diferenca, maior o contraste entre os pixels. Ex: inércia e homogeneidade.

e Ordenagdo: medidas que expressam a regularidade ou ordenacao dos valores
dos pixels dentro de uma certa janela. Exemplificando, a simples identificacao
de um valor maximo para p; ; € um indicador de ordenacao uma vez que houve a
dominacao de uma combinagao de pixels. Ex: probabilidade méxima, energia,

entropia e correlagao.

Extraidas as medidas para reconhecimento de padrio, é necessaria normalizagdo
antes que haja comparacao entre os atributos da imagem, que possuem origem
diversa (ex: medidas em pixels, em micrémetros, etc). A normalizacdo de carac-
teristicas foi feita através da transformacgao das caracteristicas para que se tenha a

média zero e desvio padrao unitéario, conforme mostra a Eq.3.40, onde f é o conjunto

fonte: http://www.ucalgary.ca/ mhallbey/texture/texture_tutorial.htmt
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de amostras e p e o representam a média e desvio padréo do atributo j [16].

f(’L,]) _ f(’L).]) — My

gj

(3.40)

Tendo determinado os atributos para caracterizar a imagem, passa-se & fase de

aprendizado.

3.4 Aprendizado

O aprendizado de maquina é uma sub-drea da inteligéncia artificial que lida com
programas que adquirem conhecimento por experiéncia. Aprendizado é o processo
através do qual parametros s@o ajustados para que um programa desempenhe uma
certa tarefa; informacoes relevantes sobre os padroes sao apresentados, criando uma

representagao prépria para o problema [39)].

A estatistica descritiva descreve o conjunto de amostras em termos de medidas
de tendéncia central e dispersdo. J4 a inferéncia estatistica consiste em efetuar
generalizacoes tomando por base amostras estatisticas, ou seja, tracar conclusdes a

respeito de uma populagdo com base nas amostras [40].

Mas, qual é a diferenga entre aprendizado de méquina e estatistica? Essas areas
se tangenciam e se fundem quando técnicas de andlise de dados sao consideradas.
Para apontar uma diferenga preponderante, embora muito simplificada, tem-se que
a estatistica busca se dedicar mais ao teste de hipdteses enquanto o aprendizado de
maquina & formulacdo de processos de generalizacao como uma busca através de
hipéteses [41]. Testes estatisticos sdo usados para validar modelos de aprendizado
de méaquina e para avaliar algoritmos de aprendizado de maquina. Basicamente,

existem dois modos de aprendizado:

a) supervisionado: dado um conjunto de amostras de um conceito, o aprendiz
induz um conceito geral que descreve todos os exemplos [42]. Tanto as entradas
quanto as saidas sao conhecidas, pois o usuério alimenta o programa com amostras
rotuladas (pré-classificadas). Assim o padrdao de entrada é identificado como um
membro de uma classe pré-definida pelos padrées de treinamento. Este tipo de
aprendizado pode ser visto como pura inferéncia indutiva, o qual induz alguma

fungao que se aproxima da realidade sendo aprendida [25].



3.4 Aprendizado 57

b) nao-supervisionado: quando nio h4 informacdo do que devem ser as saidas
e o aprendizado ocorre por meio de observagéo e descoberta. Assim, o padrdo é
associado a um agrupamento tomando como base, critérios de similaridade entre os

padrées de treinamento.

O desempenho de algoritmos de aprendizado supervisionado é medido em termos
da capacidade de predigdo das classes, dados exemplos ainda néo vistos. Existem
varios métodos de avaliagdo de aprendizado, os quais medem a capacidade de ge-
neralizacdo dos classificadores, caracteristica imprescindivel para a viabilizacdo de

qualquer sistema de reconhecimento de padroes.

Na fase de treinamento do classificador, ele “aprende”a classificar as amostras
de teste. A qualidade e quantidade de exemplos utilizados durante o treinamento
influenciam na habilidade de generalizagao, ou seja, seu desempenho ao classificar
padrdes de teste que ainda nao foram apresentados. Os termos a seguir séo frequen-
temente utilizados para se referir as deficiéncias na capacidade de generalizacao do
classificador [41, 43]:

a) ajuste demasiado (overfitting): quando o classificador se adapta a detalhes
especificos do conjunto de treinamento devido a um niimero exagerado de parametros
livres, pode ocorrer uma redugéo da taxa de acerto devido ao ajuste demasiado. Os
principais problemas de um classificador baseado em uma superficie de decisdo mais
complexa do que o necesséario sao: (i) o custo computacional, que é proporcional &
complexidade do sistema classificador; (ii) um classificador muito complexo possui
menor poder de generalizacdo e a complexidade da superficie de decisiao é proporcio-
nal ao nimero de parametros livres que ele possui. Contornando esse inconveniente,
o classificador deve ser o mais simples possivel, focando mais nas regularidades dos
dados e menos em peculiaridades (em geral, ruidos). O aumento do nimero de
padrdes de treinamento, incluindo padrées que representem o maximo de variacoes

possiveis, também pode melhorar os resultados.

b) treinamento demasiado (overtraining): quando o conjunto de treinamento
contém muitos exemplos e com pequena variagio intra-classe, a capacidade de gene-
ralizagao do classificador é comprometida. Uma solucao é utilizar dados realmente

representativos da variabilidade dos padroes.

c) maldigao da dimensionalidade (curse of dimensionality): problemas ocor-



58 Reconhecimento de Padroes

rem quando os graus de liberdade do sistema sao relativamente maiores que o niimero
de amostras para treinamento, ou seja, o niimero de amostras de treinamento reque-
ridos para que um classificador tenha um bom desempenho é uma funcio exponencial
da dimensao do espago de caracteristicas. O relacionamento exato entre a probabi-
lidade de erro, o niimero das amostras de treinamento, o nimero de caracteristicas
e os parametros reais das densidades condicionais de classe é dificil de ser estabe-
lecido. Contudo, aceita-se geralmente que a razao entre o nimero de amostras por
classe (n) e o nlimero de atributos, ou dimensionalidade (d), seja no minimo dez
(Eq. 3.41), conforme proposto por [43]. E uma boa pratica no projeto de um clas-
sificador, embora quanto mais complexo o classificador, maior deve ser essa razio

para evitar a maldi¢do da dimensionalidade.

n
—>10 341
y > (3.41)

d) fenémeno de pico (peaking phenomena): é um comportamento que o clas-
sificador assume quando o nimero de caracteristicas que descrevem o problema é
grande em comparacdo ao conjunto de dados. Desse modo, conforme o niimero de
caracteristicas aumenta para um tamanho de amostras fixo, a taxa de acerto do

classificador decai [43].

3.5 Classificacao

Nesta secao serao descritas informagdes gerais sobre dois classificadores estatisticos
(classificador bayesiano e k-vizinhos) implementados durante o doutorado, muito
embora outros métodos tenham sido usados como arvore de decisio e redes neurais,

dentro do ambiente Weka. Os Classificadores estatisticos operam em duas fases:

1. aprendizado: é durante essa fase que se disponibiliza as amostras, contendo os
atributos apropriados para representar os padroes de entrada. Se o classifica-

dor for supervisionado, ele é treinado a particionar o espaco de caracteristicas;
2. classificacao ou teste: o classificador relaciona o padrao de entrada a uma das
classes sob consideragdo, baseado-se nas caracteristicas medidas.

Conforme apresentado anteriormente neste capitulo, o classificador possui como

entrada um padrao e, como saida, o rétulo que identifica a que classe tal padrao
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pertence. Classificadores de aprendizado supervisionado precisam ser treinados uti-
lizando um conjunto de amostras. Dentre os métodos de reconhecimento de padrées

mais conhecidos, destacam-se [43, 13]:

a) Estatisticos: minima distancia ao protétipo, k-vizinhos mais préximos, k-médias,

classificador bayesiano, etc.

b) Nio-estatisticos: redes neurais, classificadores sintéticos, arvore de decisdo e ba-

seados em logica fuzzy;

¢) Multi-classificadores: ou métodos hibridos que sao multiplos classificadores usa-

dos em conjunto.

Entre as varias abordagens (Fig.3.7) para reconhecimento de padrées, a aborda-
gem estatistica tem sido a mais estudada e utilizada. No reconhecimento estatistico

de padrdes, foca-se nas propriedades dos padroes (geralmente expressos por densi-
dades de probabilidades).

Informacgio
a priori
Completo Incompleto
Teoria de decisio Aprendizado Aprendizado
Bayesiana supervisionado ndo supervisionado
. Nio Anilise
Paramétrico cos
paramétrico de cluster
Eegras Regras Estimacéo Regras Soluglio Estrutura
“Stimas” plug-n de densidade geométricas de mistura de decisdo

néo paramétrica

Figura 3.7: Reconhecimento estatistico de padrdes segundo Jain et al [4].
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Um padrao pode ser associado a um vetor x contendo n medidas também de-
signadas como sendo observagoes, variaveis, caracteristicas ou atributos. Dado um
conjunto de padroes de treinamento, é necessario estabelecer limites de decisao no
espaco de caracteristicas a partir das c diferentes classes (wy,ws, ..., w,), idealmente

ocupando regioes compactas e disjuntas em um espago n-dimensional.

Refletindo o conhecimento a priori sobre as classes, temos as probabilidades

a priori P(w;), representadas simplesmente por P;. A soma de P, para todas as

i=1

Define-se p(z|w;) como a fungao densidade de probabilidade multivariada

classes é 1.

de z quando se sabe que z pertence a classe w; parai = 1, ...,c. A fungao densidade

de probabilidade local de z é definida por:
p(z) = P.plelw;)
i=1

Esses conceitos consistem nos elementos bésicos do problema de classificacao
e sao suficientes para descrever ou modelar uma grande gama de mecanismos de

geragao de padrdes [44].

Complementando o conceito de distribuicdo de probabilidade (Fig.3.8), é possivel
usar estimagdo paramétrica (uma natureza matemética da funcao densidade é as-
sumida) ou ndo-paramétrica [16]. A técnica paramétrica é 6tima se a densidade
condicional das classes é gaussiana, embora isso raramente ocorra. Estatisticas as-
sumindo esta distribuigdo podem ser robustas, portanto é interessante considerar

técnicas nao-paramétricas somente se os dados se afastam da normalidade.

Distribuicdo de probabilidade
7\
Paramétrico: imposi¢do da forma pa- || Ndo-paramétrico: estimagdo local da
ramétrica da fdp; ex: classificador||fdp usando amostras vizinhas ;ex: k-
bayesiano vizinhos

Figura 3.8: Distribuico de probabilidade: paramétrica e ndo-paramétrica

O corrente trabalho considera a classificagdo supervisionada, uma vez que se

tem conhecimento prévio do numero de classes possiveis de células. As classes
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foram determinadas pelas distribui¢ées de probabilidade dos padrdes pertencentes
a cada um dos tipos de leucécitos. Os pardmetros como média e desvio padrao
foram estimados, a partir do conjunto de amostras disponivel, para célculo de fdp’s

gaussianas, que serao definidas na préxima secéio.

3.5.1 Densidade Normal

Um dos resultados mais importantes da teoria de probabilidade é o Teorema Central
do Limite, que afirma que qualquer varidvel que seja uma soma de varias varigveis
aleatérias pode ser aproximada por um distribui¢do gaussiana. Assim, qualquer que
seja a distribuicao da variavel de interesse para grandes amostras, a distribuicao das

médias amostrais'®

serd aproximadamente normalmente distribuida, e tender4 a uma
distribuicdo normal a medida que o tamanho da amostra crescer. Entdo podemos
ter uma variavel original com uma distribuicio muito diferente da normal (pode até
mesmo ser discreta), mas se tomarmos vérias amostras grandes desta distribuicéo,
e entao fizermos um histograma das médias amostrais, a forma se parecera como
uma curva normal. Portanto a fdp normal ou gaussiana é muito importante, tanto
por razoes teéricas quanto praticas. A definigdo matemadtica da distribuicdo normal

unidimensional é dada na Eq.3.42 e a d-dimensional na Eq.3.43.

1 i
p(z) = m.e—‘WT“V (3.42)

1
(2m)42\/IZ]

onde p, o indicam respectivamente a média e o desvio padrao e e d o comprimento

p(7) = 6—0,5(?—ﬁ)/ LN T-F) (3.43)

—_ . . . oA . , . R
de 7', ) indica a matriz de covariancia e | _ | é seu determinante. O vetor de média
d4 o centro das classes e a matriz de covariancia indica a dispersdo das amostras
em torno da média. E comum o uso do simbolo N(u, ) para denotar a funcio

densidade de probabilidade gaussiana multivariada.

Quando um conjunto de valores tem uma tendéncia central suficientemente forte,

é significativo caracterizar o conjunto utilizando o conceito de média, que estima

"Maiores informag@es: http://www.est.ufpr.br/ silvia/CE001/node38.html
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o valor central dos pontos amostrados. A covaridncia é outro conceito ttil para

caracterizar a variabilidade deste conjunto de valores.

Embora diversos trabalhos suponham que as varidveis aleatérias do problema
tém comportamento gaussiano, uma minoria deles relata sobre testes de aderéncia
dessas varidveis ao modelo proposto através de testes da hipdtese gaussiana em
termos da divergéncia entre os dados observados e os esperados. Um exemplo de

método largamente aplicado é o qui-quadrado (x?) [40].

3.5.2 Teoria de decisao bayesiana

A teoria de decisao bayesiana é uma abordagem estatistica fundamental ao problema
de reconhecimento de padrdes, baseada na quantificacao de balancos para decidir
entre vérias classes usando probabilidade e os custos que acompanham tais decisoes.
Assume-se que o problema de deciséo é formulado em termos probabilisticos, que se
conhece tais valores e que ele pode ser formalizado tal como procedimentos de senso

comum|[13].

Sejam x e y dois eventos ou duas varidveis aleatérias, a partir da definicao de
probabilidade condicional, sabe-se que quando duas varidveis sdo estatisticamente
dependentes, o conhecimento do valor de uma delas conduz a estimativa do valor da
outra. Isto é expresso pela seguinte defini¢do de probabilidade condicional de z e y:

P(zly) _ P(y|z)

P(z,y) = Px) = P (3.44)

P(y) =Y P(z,y) (3.45)

A expressdo da Eq.3.45 é uma instancia da Lei da Probabilidade Total. Segundo
esta lei, um evento (ou varidvel aleatéria) y pode ocorrer de n maneiras diferentes
com T = v, T = Ug,...,T = Uy, € se esses n sub-eventos sdo mutuamente exclusivos'!,
entdo a probabilidade de y ocorrer é a soma das probabilidades dos sub-eventos ;.
Como as possibilidades sdo mutuamente exclusivas, segue-se da Lei da Probabilidade

Total que P,(y) é a soma das probabilidades conjuntas P(x,y) sobre todos os valores

"'mutuamente exclusivos = ndo podem ocorrer a0 mesmo tempo, o que ndo significa que sejam indepen-
dentes.
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possiveis de x. Assim, através das Eq.3.44 e 3.45 obtém-se:

Plaly) = “U0)

A Eq.3.46, demonstrada em 1763, é chamada de Regra de Bayes. Note que o

(3.46)

denominador é obtido através da soma do numerador sobre todos os valores possiveis
de z e consiste apenas em um fator de normalizagao necessirio para assegurar que
a soma dos P(z|y) é igual a 1. A interpretagio padrio da férmula de Bayes é que

ela “inverte”a conexao estatistica, transformando P(y|z) em P(z|y).

Agora, sejam as duas varidveis aleatérias, r e w, onde = representa a amostra do
padrdo e w a classe. A probabilidade a priori do padrao z ocorrer sem levar em
consideracao nenhuma classe é p(x). Cada padrao z pertence a uma determinada
classe w;, descrita probabilisticamente por P(w;) ou P, que representa a probabi-
lidade a priori da classe. Conhecida a funcao de probabilidade condicional

da classe ou verossimilhanga, p(z|w;), é possivel fazer inferéncias.

Seja w;, ¢ = 1,...,c uma particdo do espaco amostral ©, com P, > 0 e o vento
x com p(x) > 0, a fungdo de probabilidade a posteriori, p(w;|z), usando a

férmula de Bayes (Eq.3.47) pode ser reescrita como:

T|w;) B
plusla) = Ll (347)
p(z)
onde a densidade de probabilidade ou evidéncia p(z) pode ser expressa por:
plz) = Zp(a:]wi)Pi (3.48)
i=1

embora sua funcdo como denominador seja sé um fator de escala que pode ser

desprezado em etapas de classificacao.
Informalmente, a férmula de Bayes pode ser escrita como:

verossimilhanga x priori

posteriori = (3.49)

evidéncia
A regra de Bayes é a regra de decisdo 6tima para um classificador, baseada no
conhecimento estatistico completo da fonte geradora de padrdes, pois ela minimiza

a probabilidade média de erro [13, 45]. Este classificador 6timo é frequentemente
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usado como comparacao para classificadores projetados por outros métodos (sub-

6timos).

Se o classificador bayesiano é 6timo, por que usar outros classificadores? O
motivo é que conforme mencionado, o classificador bayesiano s6 pode ser executado
se a probabilidade a priori P; e a fdp p(z|w;) forem conhecidas, o que em geral nao
ocorre. Tipicamente, tem-se apenas um conhecimento geral parcial sobre a situacao

e dados de treinamento [13].

Circundando esse problema, adota-se métodos de estimacio na fase de treina-
mento a partir das amostras, entretanto quando a distribuicdo das classes possui
formas “complicadas”e descontinuas, esses métodos se tornam de alto custo com-
putacional para representages precisas das probabilidades. Geralmente se supoe
a distribui¢do normal (Eq.3.50) como distribuicio a priori para a ocorréncia dos
atributos nos objetos, o que implica em separadores lineares, quadraticos ou hi-

perbdlicos, de acordo com a dimensao dos vetores de caracteristicas.

plalw) = ——
KTl

onde y; e ¥; sao o vetor médio e a matriz de covariancia da classe w;. Referéncias

e—o,s(x—u»’z*(z—ui),i =1,...c (3.50)

importantes sobre o assunto séo [46, 13, 43, 47, 45, 41].

Classificador Bayesiano Ingénuo

Apesar dos classificadores bayesianos serem 6timos, nao é confidvel aplicé-los direta-
mente uma vez que eles requerem a probabilidade de todas as combinagoes possiveis
das evidéncias, isto ¢, p(z1, 2, ..., Z4|w;). Contornando esse problema, surge o clas-
sificador bayesiano ingénuo'? que assume independéncia condicional dos atributos,
simplificando as computagoes drasticamente [48, 41]. Assim, como forma de dimi-
nuir o nimero de probabilidades envolvidas nos calculos e aumentar a confiabilidade
de suas estimativas, a premissa do classificador bayesiano ingénuo é feita de modo

que todo atributo é independente dos outros atributos, o que é evidenciado pela

2Naive Bayesian Classifier: termo cunhado por Konenko em 1990; outros nomes comuns para o método
incluem: classificador bayesiano simples e Bayes idiota; Naive = ingénuo, tolo, superficial, com pouca
experiéncia em quio complicada a vida é de modo que confia demais nas pessoas e acredita que coisas boas
sempre vao acontecer.
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Eq.3.51.

n

j=1
Apesar do nome pejorativo, o classificador bayesiano ingénuo funciona muito
bem quando testado em bancos de dados reais, particularmente quando combinado

com procedimentos de selegdo de atributos [41], que serao discutidos no capitulo 4.

3.5.3 Estimacao de parametros

Supondo que a densidade condicional de classe p(x|w;) é a funcao densidade normal,
0 problema passa a ser estimar a média y; e a matriz de covariancia » ;. Dois pro-
cedimentos comumente considerados sdo a estimagdo por méxima verossimilhanca
e a estimag@o bayesiana. Embora os resultados obtidos com estes dois procedi-
mentos sejam equivalentes no limite assintético em dados infinitos de treinamento,
as abordagens s@o conceitualmente diferentes. A estimacio por méxima verossi-
milhanca considera os parametros como quantidades cujos valores sdo fixos, embora
desconhecidos. A melhor estimativa é aquela que maximiza a probabilidade de ob-
tencao das amostras realmente observadas. Por outro lado, no método bayesiano

os parametros sao variaveis aleatérias tendo alguma distribuicao a priori conhecida
[13].

A estimativa de maxima verossimilhanga é atraente pois quase sempre tem boas
propriedades de convergéncia & medida que o nimero de amostras de treinamento
aumenta, além do que é frequentemente mais simples que outras abordagens, como a

bayesiana, por exemplo. Esse foi o método usado no projeto corrente, onde a classe

a ser escolhida (wy) para maximizar a taxa de acerto é descrita segundo a Eq.3.52.

wg = argmax;{ P(w;|z) = p(z|w;)P},i =1,...,c (3.52)

Chamou-se o classificador projetado no corrente trabalho de bayesiano uma vez
que as probabilidades a posteriori foram estimadas a partir das probabilidades a

priori e minimizou-se a probabilidade de erro por meio da regra de Bayes.

Fungdes discriminantes (g;(x), para i = 1,...,¢) podem ser encaradas como um

tipo de classificador bayesiano. Nestas, o classificador é visto como uma rede que
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computa ¢ fungées discriminantes e seleciona a categoria correspondente ao maior
discriminante. O classificador bayesiano é naturalmente representado desta maneira.
No caso da méxima verossimilhanga, a fungéo discriminante é g(x;) = P(w;|x), assim

a fungdo discriminante méxima corresponder & probabilidade a posteriori méxima.

3.5.4 Regra dos K-vizinhos mais préximos

Esse método de classificagido nao possui processamento na fase de treinamento. Para
cada padrao de teste é medida a distancia entre ele e todos os padroes de trei-
namento, verifica-se a quais classes pertencem os K padrdes mais préximos e a
classificacdo do padréo teste sera a classe predominante entre esses K padroes de

treinamento [47].

Um caso particular ocorre quando K, o nimero de vizinhos, é 1. Neste caso,
pode-se demonstrar que o erro maximo cometido pelo classificador nunca é maior do
que o dobro do menor erro possivel, de acordo com a regra de Bayes, se o niimero de
exemplos classificados disponiveis for infinito [13]. Para K maior, o erro aproxima-
se do menor erro possivel, mas o fato do niimero de exemplos disponiveis ser finito
contraria esta tendéncia, pelo que se utiliza geralmente K = 3 em uma primeira

aproximagao, e o valor final é obtido pelo minimo do erro de generalizacao.

A principal vantagem desse método é que ele cria uma superficie de decisio que se
adapta & distribuigao dos dados de treinamento de maneira detalhada, possibilitando
a obtengdo de boas taxas de acerto quando o conjunto de treinamento é grande
ou representa todas as variagoes possiveis dos dados, principalmente no caso de
K = 1. Valores maiores de K néo produzem bons resultados quando a distribuigao
dos conjuntos possui poucas sobreposicdes, pois hd uma menor garantia de que os
K vizinhos fornegam informagao representativa a respeito da verdadeira classe da

amostra.

Uma desvantagem deste classificador estd na complexidade do teste, visto que
para cada padrao de teste é necessério realizar varias medicdes de distancia (a todos

os padroes de treinamento) e ordenar os resultados.
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3.6 Estimacao de erro

O erro de classificagdo ou simplesmente taxa de erro é geralmente a ultima etapa
de medida do desempenho de um classificador. A taxa de erro de um sistema de
reconhecimento deve ser estimada usando-se todas as amostras disponiveis divididas
em amostras de treinamento e amostras de teste para evitar resultados tendenciosos,
embora nem todas as técnicas considerem esse requisito. O classificador é projetado
usando as amostras de treinamento e entdo avaliado usando as amostras de teste.
A porcentagem de amostras de teste mal classificadas é tomada como estimativa da

taxa de erro.

Durante o treinamento ou aprendizado de um classificador, é necessario dispor de
um conjunto de amostras para ajuste dos parametros do classificador ao problema.
A habilidade de generalizacio dos classificadores se refere a seu desempenho ao
classificar padrdes de teste que ndo foram utilizados durante o treinamento. Medir
o desempenho de um classificador no conjunto de treinamento é possivel, mas nao
¢ um bom indicador de desempenho nos dados futuros, pois hd uma tendéncia que
nio necessariamente serd encontrada em padrdes de teste. Portanto, metodologias
devem ser adotadas para se obter o maximo de informagao do conjunto de dados
disponivel sem que essas informagdes sejam tendenciosas. Para que a estimativa
de erro seja confidvel é preciso que os conjuntos de treinamento e de teste sejam

grandes, além de serem independentes, requisito frequentemente negligenciado [43).

Procedimentos apropriados para lidar com as amostras na fase de treinamento e
teste geralmente consideram a divisao do conjunto de amostras em trés: treinamento,
validacéo e teste, onde os dados de validacdo servem para otimizar os parametros
do classificador. Contudo, cai-se no dilema de como dividir as amostras: quanto
maior o ntiimero de amostras no treinamento, melhor o classificador e quanto maior
o niimero de amostras para teste, mais precisa a estimativa de erro. Para lidar com

esse problema, alguns métodos séo utilizados e sintetizados na Tabela 3.1, segundo
[43, 46):

Os métodos holdout, leave-1-out e n-fold cross-validation sao versoes da aborda-
gem de validacio cruzada [43] e uma das principais desvantagens desses métodos,
especialmente para conjuntos pequenos de amostras, ¢ que nem todas as amostras

disponiveis sdo usadas para treinar o classificador. Para contornar esse problema, o
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Tabela 3.1: Métodos para estimativa de erro

| Método | Propriedades | Descrigdo ]
Resubstituicio | Todas as amostras disponiveis sdo | Estimativa  otimisticamente
usadas para treinamento e para teste; | tendenciosa, especialmente
conjunto de treinamento e de teste sdo | quando a razdo do nimero de
0S mesmos. amostras para a dimensionali-
dade € pequena.
Holdout Amostras s3o divididas em dois gru- | Estimativa pessimistica-

pos independentes: um conjunto para
teste € o resto pra treinamento; sua
versdo avangada utiliza estratificagdo,
processo que garante que cada classe
esteja representada com aproximada-
mente a mesma propor¢do em ambos
conjuntos.

mente tendenciosa; diferentes
particbes dardo estimativas
diferentes.

Leave-1-out

O classificador é projetado usando
(n — 1) amostras e avaliado usando a
amostra restante, processo repetido n
vezes com conjuntos de treinamento
diferentes de tamanho (n — 1).

Estimativa ndo tenden-
ciosa, mas apresenta grande
varidncia; alto custo compu-
tacional porque n classifica-
dores diferentes tém de ser
projetados.

N-fold cross-
validation

ou validagdo
cruzada com
n-cruzamentos
ou método da
rotagdo

Amostras sdo divididas em n subcon-
juntos de tamanho igual, entdo cada
subconjunto ¢é utilizado para teste € 0
restante para treinamento, sendo que
o desempenho é medido pela média
dos resultados de teste. Geralmente
os subconjuntos sdo estratificados an-
tes que a validag@o cruzada seja rea-
lizada. O método mais utilizado de
avaliagdo é o ten-fold cross-validation
(n = 10) estratificado.

Estimativa apresenta-se me-
nos tendenciosa que o holdout
e é computacionalmente mais
rapida que o leave-1-out.

Bootstrap

E um método de estimativa que uti-
liza exemplos com substitui¢do para
formar o conjunto de treinamento, k
conjuntos de dados com n instincias
sdo utilizados n vezes a fim de for-
mar um novo conjunto de dados com
n instincias, entdo estes dados sdo
utilizados como conjunto de treina-
mento e as instincias do conjunto de
dados original que ndo ocorrem no
novo conjunto de treinamento so uti-
lizadas para teste.

Estimativa pode ter varidncia
menor que o leave-I-out,
embora computacionalmente
mais custoso; pode ser ttil em
situagOes onde o conjunto de
amostras seja pequeno.
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método de bootstrap tem sido proposto [49]3.

13apud [43]
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Capitulo 4

Selecao de caracteristicas

“Nada é mais dificil, e por isso mais precioso, do que ser capaz de decidir.

(Napoledo)”

elecao de atributos ou selegéo de caracteristicas é uma etapa importante antes
do reconhecimento de padrdes imprescindivel em casos onde a dimensao do
espaco de caracteristicas é muito grande. Esta drea vem sendo aplicada no
campo de reconhecimento de padrdes ha décadas, como por exemplo, a estratégia

de selegdo por busca heuristica, introduzida na década de 60 [41].

O objetivo da selecdo de atributos é reduzir a dimensionalidade dos vetores
T associados aos padrdes por meio da selecao de subconjuntos que mantenham a
separabilidade entre as classes ou que garantam a maior separabilidade entre elas
no espago de caracteristicas. Algumas razoes pelas quais é desejdvel efetuar redugéo
de dimensionalidade sdo a diminuigdo do custo computacional tanto para extragéo
de medidas quanto para a classificagio de muitas varidveis (elimina-se as pouco
relevantes). Com a diminuigao de redundéncias existentes no conjunto inicial de
varidveis, diminui-se o risco de comprometer o desempenho do classificador para um

ntmero limitado de padrées de treinamento.

Embora uma profusao de medidas possa ser extraida de imagens, nio existe um
método geral aplicavel a todos os problemas de visao computacional, daf a necessi-
dade de desenvolvimento de ferramentas para refinamento de possibilidades, utili-
zando técnicas de selegdo de caracteristicas. A selecio automadtica de caracteristicas
é uma técnica de otimizacao, onde dado um conjunto de d caracteristicas, busca-se

selecionar um subconjunto de tamanho n (n < d) que maximiza uma funcao critério.

71
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Formalmente, dado um conjunto S de d caracteristicas, o algoritmo de selegao de
caracteristicas deve encontrar um subconjunto de tamanho S; € S tal que |S;| = n,

em que |S;| denota a cardinalidade de S; e J d4 a funcéo critério (Eq.4.1).

J(8) = mazx{J(S;)},paraS; & S,|S;| =n 4.1)

Os algoritmos de busca fornecem as possiveis combinagdes entre os atributos
para se testar diferentes subconjuntos de atributos. Sao usadas fungdes critério para
que se possa avaliar a separabilidade entre todas as classes de maneira global. Se o
critério de separabilidade se basear em distancias, entao o método de busca é do tipo
filter (ex: a fungao critério poderia ser a méaxima distancia média entre as classes).
Sendo, se o critério se basear em um classificador, entéo se diz que o método de

busca é wrapper (ex: a funcio critério seria a méxima taxa de acerto).

As préximas secdes visam descrever unicamente os métodos utilizados durante
esse projeto de doutorado. Todos eles foram implementados em software usando

Delphi 4.0, com interface grafica para fécil interacdo usudrio-maquina.

4.1 Meétodos de busca

Também conhecidos como processos de geracdo [50], consistem em métodos para
lidar com um conjunto original de d atributos, onde o nimero total de conjuntos
candidatos competindo seja 2%, ou seja, todas as combinagdes possiveis. Este é um
nimero bastante grande mesmo para valores ndo muito altos de d. H4 diferentes
abordagens para realizar buscas de subconjuntos de medidas relevantes como os
processos completos (ou exaustivo), heuristicos (FSS, BSS, etc.) e aleatérios. A
condicdo de parada para adicio ou subtragdo de mais caracteristicas é dada pela
funcdo critério, ou seja, quando a distancia média inter-classe comegar a diminuir

ou a taxa de classificacdo comegar a cair.

4.1.1 Exaustivo

Esse método usa a forca bruta para encontrar o melhor subconjunto de n carac-
teristicas, onde n < d, d é o ntimero total de caracteristicas. Diz-se forga bruta pois

se calcula a funcdo critério para todas as combinagbes possiveis para d eventos, sem
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considerar repeticio do evento. Daf temos que o niimero de combinagoes possiveis
para cada subconjunto (S;) com d caracteristicas arranjadas n a n é dado pela Eq.
4.2

d d!
5= (o) - 2

Embora isto seja possivel para valores pequenos de d, ha alguns problemas obvios
com esta abordagem quando d é muito grande. Mesmo se forem usados os mesmos
dados de teste, pode-se obter as caracteristicas que sejam particularmente ajustadas
para aquele conjunto de teste, mas que néo sejam as melhores em geral. Pode-se ter

que repetir o processo para varios valores de n para se tomar uma deciséo acertada
[41].

4.1.2 FSS - Forward Sequential Selection

Esse algoritmo heuristico inicia busca com zero atributos, avaliam-se todos os sub-
conjuntos com um atributo através de critérios de separabilidade (distancia ou taxa
de acerto) e escolhe-se aquele que retorna a maior distancia. Entao, adiciona-se a
esse subconjunto mais uma caracteristica e repete-se o processo, sucessivamente. A
nova caracteristica incorporada é aquela que apresenta maior desempenho quando

em conjunto com as caracteristicas previamente selecionadas.

4.1.3 BSS - Backward Sequential Selection

Esse algoritmo heurfstico inicia busca com todos os atributos e vai se removendo
os atributos um a um, tirando-se aquele que oferece menor separabilidade entre as

classes, ou seja, o pior dos atributos para aquela combinagao.
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4.2 Abordagem filter

A distancia d é definida como d : & x & — RT e deve satisfazer as seguintes

propriedades para I, J e K em &
d(I,1)
(I, J)
d(1,J)

d(I,K)+d(K,J) = d

IV |

Q. o

—~— —— —— VY
T~

—~ b

N N R

~+ auto-similaridade

~ minimalidade

[
2

Toda funcéo que satisfaca essas propriedades é uma métrica e qualquer funcao que
satisfaca somente as trés primeiras propriedades é uma medida de similaridade [51].
E importante lembrar que uma distancia (ou métrica) é definida somente entre
dois elementos (duas classes ou duas amostras). Contudo, para se fazer selecdo
de caracteristicas usando distancia é preciso definir uma fungao critério que possa
avaliar a separabilidade entre todas as classes de uma maneira global. Isso pode ser
feito através de operacdes simples como a soma, a média ou o infimo dos resultados
obtidos para todas as combinagdes entre as classes existentes. Calculam-se todas
as distancias possiveis (d;) entre as classes(c) combinando-as duas a duas, seguindo
uma férmula da Eq. 4.3 semelhante a Eq. 4.2 apresentada na segao anterior.

Comprimento(d;) = (;) = (c_—%ﬁ (4.3)

Qualquer que seja o critério de separabilidade escolhido, dado um subconjunto
de caracteristicas, a média entre as distancias entre as classes ¢ dividida pelo desvio
padréo mais um (o +1) entre as classes , evitando que haja erro por divisao por zero.
Seja a distancia d usada como critério dada por um escalar, d, é o vetor contendo
todas as distancias possiveis entre duas classes. Seja a média e o desvio padrao, pu

e o, entdo d pode ser expresso pela Eq. 4.4.

d= —“;(d—i)— (4.4)
O'(dz') + 1

4.2.1 Euclidiana

E a distancia mais conhecida e mais utilizada, sendo uma particularidade da métrica

de Minkowski. Dadas as amostras &; e Z;, com varidvel k indicando um dos atributos
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(uma coluna), a distancia euclidiana é dada pela Eq. 4.5.

n

de = > _(zi — z)2"? (4.5)
k=1
Algumas vezes se considera exclusivamente o somatério da diferenca quadratica

de Z; e &; para diminuir o custo computacional.

4.2.2 Mahalanobis

E uma distancia ponderada, onde ¥ é a matriz de covariancia do vetor aleatério z
ou sua estimativa a partir de amostras. A matriz ¥ é simétrica definida positiva.
Para se poder usar a distdncia euclidiana, é necessério que as varidveis nio sejam
correlacionadas, o que ¢ efetivado com a transformacao de Mahalanobis, onde dado 7
nas coordenadas originais, esse é substituido por Z = Z_l/ ? £ com métrica euclidiana
[44]. Seguindo a mesma simbologia usada para distancia euclidiana, definimos a

distancia de Mahalanobis através da Eq.4.6

-1

dy = (7 — )7 S (# ~ &) (4.6)

Vale salientar que muitas vezes se utiliza o quadrado da distancia de Mahalanobis

ao invés da distancia de Mahalanobis.

Muitas outras distancias podem ser calculadas, embora nao sejam aplicados no
problema abordado pela tese corrente. Alguns exemplos de outras distancias sio
Bhattacharrya [46], Cityblock, Manhattan, Jeffrey-Matusita, etc.

Dentre as diferentes formas de se medir a distancia entre vérias classes no espaco
de caracteristicas, pode-se citar o caso de classes ou agrupamentos representados
por amostras dessas varias classes; a defini¢cdo de distancia se baseia nas amostras
disponiveis e é definida em funcéo da distancia entre os centréides das classes ou

entre cada um dos elementos das classes.

4.2.3 Distancia entre os centroéides das classes

A distancia entre o i-ésimo e o j-ésimo agrupamento ou classe é definida como a
distancia entre os respectivos centréides dados pelos vetores Z; e Zj, como repre-

sentado na Eq. 4.7. Esse é o caso de consideracao de um protétipo por classe.
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di’j = d(fi, fj) (47)

4.2.4 Distancia média entre os elementos das classes

A distancia entre duas classes ou agrupamentos é definida como sendo a média das
distancias de todos os pares de elementos, tomados um de cada classe ou agrupa-
mento. E calculada a distancia (Eq. 4.8) entre todos os elementos das classes C; e

Cj, ou seja, sdo considerados varios protétipos por classe.

1 ng 7y . .
di; = v kz > d(Eikr Fjm) (4.8)
=1 m=1

4.3 Coeficiente de correlacao

A selecdo de variaveis independentes muitas vezes é feita utilizando-se a matriz
de coeficientes de correlacao (R) [16, 45] definida na Eq. 4.9, onde x e y sdo dois
atributos, z; e y; denotam um conjunto de dados com N elementos, cujos respectivos

valores médios correspondem a T e ¥:

N
Z(%‘ - Z)(yi — 9)
R= i=1 (4.9)
N

Z(xz‘ - z)? Z(yi - 7)?

i=1 i=1

4.4 Abordagem wrapper

A utilizacéo de classificadores como funcéo critério para decidir quais serao as carac-
teristicas selecionadas é chamada de método wrapper de selecdo de caracteristicas.
A abordagem wrapper para selecdo de caracteristicas foi introduzida em 1994 por
John et al. [52] e Kohavi e John, em 1997 [53]. J4 o esquema de aprendizado seletivo
usando o classificador bayesiano ingénuo foi introduzida por Langley e Sage em 1994
[48].
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A idéia do algoritmo wrapper é funcionar como um “embrulho” envolvendo o
algoritmo de indugio, ou seja, esse algoritmo de selegao conduz a busca de um
bom subconjunto usando o préprio algoritmo de indugao como parte da funcao
critério (ou fungdo de avaliaggo) [52]. Em consequéncia, tém-se as caracteristicas

mais relevantes e apropriadas para um certo classificador.

O processo de selecao de caracteristicas ¢ uma etapa na mineragao de dados, onde
os dados passam por uma “filtragem”, ou seja, o tamanho dos dados é reduzido de

forma que apenas as variaveis mais relevantes permanegam.

4.5 Mineracao de dados

Houve um crescimento explosivo na capacidade de gerar e coletar dados nos ultimos
anos, porém o desenvolvimento de ferramentas para transformar esses dados em co-
nhecimento nao ocorreu na mesma velocidade. O método tradicional de transformar
dados em conhecimento é aquele baseado em analise manual e interpretacio, que €
lento, caro e altamente subjetivo. Com o crescimento no volume de dados, a analise

manual é impraticavel em muitos dominios.

Tabela 4.1: Estatistica como componente principal na mineragdo de dados [6]

Area da estatistica Descrigdo de atividades

Projeto experimental e amostragem Como selecionar casos se ha liberdade de escolha
Andlise exploratéria de dados Geragio de hipéteses ao invés de teste de hipoteses
Grificos estatisticos Visualizagdo de dados

Modelagem estatistica Técnicas de regressio e classificagdo

Inferéncia estatistica Técnicas de estimagdo e predi¢do

Técnicas avancadas para analise inteligente de dados ainda néo atingiram sua ma-
turidade, fazendo com que a estatistica (Tabela 4.1) venha vivenciando um periodo
de renascimento. O campo da mineracio de dados assim como a estatistica, esta
ligado ao “aprendizado a partir dos dados”ou “transformagao dos dados em in-
formacao”. Porém, os mineradores de dados estao frequentemente mais interessados
no entendimento do que na precisdo ou predi¢io em si. Estatisticos tém desenvolvido
uma grande infra-estrutura (teoria) para suportar seus métodos e uma linguagem
(calculo de probabilidades) para descrever sua abordagem, quantificando as incer-

tezas associadas com a formulagdo de inferéncias a partir dos dados. Estes métodos
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nos possibilitam descrever as relagdes entre variaveis para predigao, efeitos de quan-

tificacdo ou sugerindo caminhos causais [6].

A descoberta de conhecimento em dados (KDD) est4 ligada a0 mapeamento de
dados de baixo nivel em outras formas que sejam mais compactas, mais abstratas e
mais tteis; exemplificando, dado um bando de dados de um hospital com imagens
de células de doentes, é necesséario emprego de KDD para se fornecer estatisticas a
respeito da ocorréncia de determinada leucemia em pessoas acima de 40 anos. A
mineracio de dados ¢ a aplicagdo de algoritmos especificos para extrair padroes dos
dados, voltando ao exemplo do hospital, teriamos a classificacao das imagens de
células para fornecimento estatisticas. A Fig. 4.1 ilustra o processo de KDD e a

mineracao de dados como um de seus processos.

Mineragéo de dados é o processo que usa uma variedade de ferramentas para
analise de dados para descoberta de padrdes e relacionamentos nos dados que po-
dem ser usados para fazer predicdes vélidas. Ela é a componente determinante no
processo de descoberta de conhecimento e visa encontrar regras descrevendo proprie-
dades dos dados, ocorréncia de padrdes, agrupamentos de objetos em grandes bases
de dados, normalmente residentes em bancos de dados especializados chamados data

warehouse.

Padriies

Dados i transformados
pré-processados g
Dados Alvo

Figura 4.1: Passos de um sistema de descoberta de conhecimento em base dados [5].

Viérios autores definem fases para a descoberta de conhecimento [45, 54], cujos

principais passos sao:

1. Identificagdo dos objetivos;
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2. Construgao do banco de dados para mineragao: envolvendo coleta de dados,
descricao dos dados, selegdo, avaliagdo da qualidade dos dados e limpeza, con-
solidacao e integragao, construcdo de metadados, carregamento dos dados no

banco de dados (BD) de mineragao, manutencio dos BD de mineracao;
3. Exploragdo dos dados;

4. Preparacao dos dados: selegdo de atributos, amostragem, construcao de novos

atributos e transformacao dos atributos;
5. Construgdo do modelo;
6. Avaliacao e interpretagdo: valida¢ao do modelo e validacdo externa;
7. Desenvolvimento do modelo e resultados;

8. Acompanhamento.

Os passos na descoberta de conhecimento para o reconhecimento de leucécitos
serao retomados no capitulo de resultados, indicando o grau de evolucao do corrente

projeto de doutorado até o momento em cada uma das etapas mencionadas.
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Capitulo 5

Resultados

“Quando se pode medir o que se fala e expressa-se em niimeros, vocé sabe al-
guma coisa sobre isso; mas quando vocé ndo pode medi-lo, quando vocé ndo
pode expressd-lo em niimeros, seu conhecimento é escasso e insatisfatorio.
(Lord Kelvin)”

egundo D’Onofrio e Zini [11}, instrumentos que desempenham contagem dife-

rencial automatica devem ser capazes de contar e classificar os cinco tipos de

leucécitos presentes em sangue periférico normal. A precisao ¢ uma proprie-
dade fundamental da andlise quantitativa e fundamenta-se na reproducibilidade dos
dados analiticos. Desse modo, a precisio é interpretada através da estimativa de va-
riacdo quando, repetidas vezes, medidas sejam tomadas na mesma amostra. Tem-se
assim um coeficiente de variacdo (CV). A precisdo do método de contagem diferen-
cial de leucéeitos normais por analise visual ao microscépio é aceitavel somente para
as classes mais numerosas, ou seja, neutréfilos e linfécitos (CV = [5,10]%). Para
os mondcitos, o CV é de 25%, para os eosindfilos é de 40% e para os baséfilos é
de 95%. Esta imprecisdo é atribuida a varios fatores: o numero reduzido de células
categorizadas manualmente ao microscépio, acarretando um erro de amostragem au-
mentado; a distribuicdo irregular de células no esfregaco com excesso de mondocitos
nas bordas e na canda e de linfécitos no centro do esfregago; inconsisténcia e erros na
identificacdo como resultado da subjetividade, tanto técnica quanto psicolégica, em
funcéo do treinamento ao qual se submeteu o analista e sua motivagdo ao realizar
tarefa tao repetitiva. Métodos automaticos sao geralmente melhores, podendo apre-

sentar coeficientes de variacao na faixa de 4% para neutréfilos e linfécitos, 10% para
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eosinéfilos e monécitos e menos de 50% para baséfilos. A anélise de imagens digi-
tais tem vantagens e desvantagens quando comparadas com a anélise de laminas de
vidro ao microscépio. Enquanto as laminas simulam a distribuigéo real das células
do sangue para identificacio pelo laboratério, a morfologia e as propriedades de co-
loragéo podem deteriorar, conduzindo a interpretacoes erroneas. Enquanto o uso de
micrografias para identificagao de células tem a desvantagem de mostrar um campo
limitado do esfregaco de sangue, a imagem da célula manteré suas propriedades in-
definidamente, possibilitando comparacdes da préatica morfolégica entre individuos

e entre laboratdrios [1].

As secdes que compdem esse capitulo descrevem as ferramentas computacio-
nais projetadas e desenvolvidas e os resultados experimentais obtidos utilizando-as
para reconhecer as imagens fornecidas pelo Laboratério de Hematologia de Ribeirao
Preto.

5.1 Ferramentas propostas

O corrente trabalho de doutorado aplicou conceitos de representagdo matematica
de imagens digitais, extracio de medidas de imagens com objetivo de modelar os
leucécitos para realizar seu reconhecimento e classificagdo. O programa para seg-
mentacéo, extracdo de medidas e classificagdo foi chamado de Leuko (Fig. 5.2).
Uma ferramenta para mineracio de dados (Fig.5.4) que processa vetores de carac-
teristicas gerados pelo Leuko foi desenvolvida, contudo é independente da aplicacao,
possibilitando investigagdo de qualquer tipo de problema que seja representavel por
vetores de caracteristicas. Ambos os programas foram desenvolvidos no Delphi 4.0

para plataforma Windows.

5.1.1 LEUKO

Em colaboracdo com pesquisadores e docentes do Laboratério de Hematologia de
Ribeirdao Preto, observou-se a utilidade da aplicagdo de andlise quantitativa au-
tomatica em imagens médicas. Um sistema de classificacao automatica de leucécitos
permitiria quantificacdes mais objetivas e padronizadas a custo mais baixo. Uma

outra utilidade potencial de tal projeto de pesquisa é como médulo educativo para
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treinamento. As vantagens desse sistema sdo auxiliar o estudante a identificar ca-
racteristicas importantes que devem ser consideradas na anélise visual e diminuir a
necessidade de manutencgao de arquivo pessoal de laminas uma vez que o programa

lida com imagens digitais.

O funcionamento do programa é representado pelo diagrama de blocos da Fig.5.1,
onde os blocos acinzentados (2, 6 e 7) indicam a necessidade de execucao do pro-
cesso ao menos uma vez. Ainda que seja desejavel que a interacdo com o usuério
seja minima, na maioria dos casos, a classificagdo supervisionada em problemas de
diagnéstico auxiliado por computador é a op¢ao mais apropriada. A segmentacdo em
Leuko se d& através da cor, com classificacao supervisionada, embora consideremos

essa etapa semi-automatica pois algumas imagens precisam de ajuste manual.

Uma motivagdo ao desenvolver um software com interface amigavel (Fig.5.2)
para pré-diagnéstico foi quantificar os atributos utilizados pelos humanos e mostra-
los através de ntiimeros em planilha. A planilha com medidas, mostrada & esquerda
da Fig.5.2, permite atribuir valores a caracteristicas antes consideradas apenas de
forma qualitativa, como é o caso de textura e cor. Seria interessante que o nome fisico
das medidas extraidas fosse substituido por descrigoes mais intuitivas, de acordo com

jargao médico.

User
3 Resize image || 4.Segment color interaction 8 Extract
using G channel image in ROI features
[ %

6.Select features

7.Train computer
leukocyte classes

2.Train computer
to differentiate
ROl colors

Figura 5.1: Diagrama de blocos do programa Leuko: blocos cinzas representam processos que
podem ser executados apenas uma vez.,

A distribuigao de probabilidade gaussiana, ponto inicial em estudos de modela-

gem, foi adotada para modelar as classes, tanto pra segmentacao de imagens baseada
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em cor quanto para o reconhecimento de células. Assim, cada classe é representada

por uma gaussiana multivariada no espago de caracteristicas.

Diversas publicacoes consideram imagens segmentadas manualmente [37, 55, 56,
embora haja quem omita tal intervencdo. E importante a determinacgao de etapas
em que a interagao com o humano seja imprescindivel, como é o caso do programa
em desenvolvimento onde legamos ao usuério a defini¢do dos protétipos (amostras
classificadas) para que o programa tome decisoes futuras, além da disponibilizacao
de ferramentas para ajustes do resultado de segmentacao integradas em um tnico

software.

5.1.2 Ferramenta para selecao de caracteristicas

Embora tenha sido desenvolvida para trabalhar com os arquivos de caracteristicas
gerados pelo programa Leuko, a ferramenta de selegdo de caracteristicas (Fig.5.4) é
de propésito geral e pode néo ser intuitiva para seu uso por médicos. Ela foi desen-
volvida para auxiliar projetistas a selecionar quais os atributos mais relevantes para
resolucao de problemas de reconhecimento de padrdes. Assim, pode ser usada para
investigacao de quaisquer casos que envolvam vetores de caracteristicas. Para com-
parar as caracteristicas, utilizou-se o processo de normalizagdo (Eq.3.40) explicado

na secao 3.3.

Esta ferramenta foi importante para mineracao de dados, pois permitiu realizar
uma triagem e estimar o subconjunto de medidas mais relevantes para caracterizagao
das classes de leucécitos consideradas. Notou-se que tanto pardmetros de forma
quanto cor e textura sao importantes no processo de diferenciagdo, conforme se

mostrou em publicac@o sobre esse programa [9].

O programa permite a execugdo de 14 tipos de técnicas de buscas diferentes
nas amostras, dadas todas as combinagGes possiveis entre abordagens de busca,
algoritmo de busca, critério de separabilidade e distancia entre pontos. Detalhes

sobre o funcionamento do programa sao descritos no Apéndice D.

Diversos programas comerciais foram utilizados durante o desenvolvimento das
pesquisas e dos softwares. Através do programa Matlab, graficos, testes e protétipos
foram gerados, implementando-se diferentes algoritmos para segmentacao das células,

além de permitir vislumbrar qual seria a interface mais amigdvel de acordo com
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Figura 5.3: Diagrama de blocos da ferramenta para selecgo de caracteristica.

Figura 5.4: Ferramenta para selecéio de caracteristica de propésito geral desenvolvida em Delphi
4.0.

critérios sugeridos pelos possiveis usudrios do programa. Outro programa particu-
larmente usado na fase final do trabalho foi 0 Weka, um software para mineracao de
dados contendo todas as principais implementagoes de algoritmos de aprendizado

de méquina e selecdo de caracteristicas [41]. Gragas a essa ferramenta, encontrou-se



5.2 Resultados experimentais 87

uma maneira simples de se testar diversos classificadores sem necessidade de imple-

mentar todos eles. Maiores detalhes sdo apresentados no Apéndice D.

5.2 Resultados experimentais

Experimentos foram conduzidos usando as imagens adquiridas no Laboratério de
Hematologia do Hospital das Clinicas de Ribeirao Preto. Foi desenvolvido um pro-
grama para processamento, analise e classifica¢ao dos leucécitos denominado Leuko,
cujos resultados foram publicados em [57, 58]. O resumo submetido ao Congresso da
Sociedade Brasileira de Microscopia e Microanalise foi selecionado para publicacao

em versao completa em suplemento da revista Acta Microscépica [59].

Avaliou-se a taxa de acerto no reconhecimento de leucécitos normais utilizando
diversas medidas da célula. Primeiramente foram testados apenas atributos de forma
e tamanho dos leucdcitos e verificou-se 6tima separabilidade entre dois grandes gru-
pos: leucécitos mononucleados e polimorfonucleados. Contudo, a subclassificacio,
em basoéfilo, eosindfilo, linfécito, mondcito e neutréfilo era muito imprecisa [60]. A
inclusao de doengas linfoproliferativas utilizando apenas atributos de forma-tamanho
levou a uma alta taxa de neoplasias classificadas como linfécitos normais. Alternati-
vamente a abordagem bayesiana de classifica¢do, testou-se a técnica de agrupamento
usando modelo superparamagnético, embora os resultados néo tenham sido promis-

sores [61].

A dimenséo fractal 3-D foi utilizada como medida de textura da cromatina [62],
entretanto foi substituida por atributos de textura extraidos das GLCM, mais abran-
gentes e computacionalmente menos custosos, sendo documentados através de re-
sumo submetido a Conferéncia Internacional em Bioinformatica e Biologia Com-
putacional [63]. Esse resumo foi também selecionado para versio completa com

submissao a revista Real-Time Imaging [64], artigo recentemente publicado.

Com um nimero de atributos grande em comparagdo ao nimero de imagens
disponiveis, iniciou-se o desenvolvimento de uma ferramenta para selecio de carac-
teristicas e investigacao de estratégias para busca do subconjunto ideal de atributos

para o problema de classificagdo dos leucécitos [65].

Finalmente, os atributos de cor, apresentados na secao 3.3.2, foram introduzidos
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e uma ferramenta consagrada conhecida como Weka passou a ser utilizada para
validar as taxas de acerto apresentadas por Leuko. Resultados importantes foram
registrados através do artigo premiado em 2004 IEEE International Symposium on
Biomedical Imaging: From Nano to Macro, que descreve experimentos usando Leuko
e Weka no reconhecimento de 6 tipos de células diferentes: os 5 tipos de leucécitos

normais e a leucemia LLC.

Atualmente, é possivel classificar oito diferentes tipos de células como os leucécitos
normais maduros baséfilo, eosindfilo, linfécito, mondcito, neutréfilo e células leucémicas

como as de leucemia linféide crénica, tricoleucemia e leucemia prolinfocitica.

Varios artigos foram publicados documentando os passos de desenvolvimento
do Leuko. A publicagdo de artigos concomitante aos desenvolvimentos permitiu
registrar detalhes para reprodutibilidade, como o pré processamento, segmentacao,
extracao de caracteristicas, selegdo de caracteristicas e classificacao. As préximas
segoes visam descrever o desenvolvimento da pesquisa, comecando com a etapa de
pré processamento usando limiarizacgéo e filtros morfolGgicos, segmentacio por cor
até a classificacao da célula, salientando as contribui¢des deste projeto de doutorado.
Remete-se o leitor ao Apéndice E para pormenores a respeito do contetido dos artigos

publicados, cujas principais contribuiges serao descritas ao longo deste capitulo.

5.3 Invitro parain silico

Nesta secao descreveremos os passos desde a captura da imagem ao microscépio até
a representacdo do leucécito para fins de extracao de medidas. Varias técnicas de
processamento de imagens foram testadas e ser@o comentadas nesta secao, embora
algumas abordagens ndo tenham sucedido e, portanto, ndo foram consideradas na

implementacgao do software Leuko.

5.3.1 Micrografias

Imagens de esfregacos de sangue periférico corados com Leishman (Sigma Co.) foram
capturadas usando uma camera digital Kodak DC290, 15 pixels por micron, aproxi-
madamente, zoom: 115 mm, exposigdo: 1/30 segundos, 2,1 Megapixels, resultando

em imagens coloridas de 24-bits, tamanho 720 por 480, resolugdo 0,06 um/pixel.



5.3 In vitro para in silico 89

A camera é acoplada a um microscépio éptico Zeiss com magnificacao de objetiva
de 100X (imersao em 6leo), numerical aperture: 1,25, ocular: 10X. A resolugao entre
0,05 e 0,5 um garante que se possa descrever aspectos de textura de cromatina,
segundo Rodenacker [31]. Todas as imagens foram adquiridas usando o mesmo

microscépio no intuito de diminuir as variacoes entre as imagens.

5.3.2 Pré-processamento

Procurou-se normalizar o brilho das imagens usando o algoritmo retinex, discutido
na sec¢ao 3.1.2, através do qual se teoriza que seria possivel generalizar os arquivos
de treinamento de cor para segmentacdo de quaisquer células. Embora normalize
o fundo, ou seja, o fundo de diferentes imagens seja bastante parecido apés filtra-
gem, a regiao correspondente ao leucécito sofre perdas irreparaveis. Exemplos sao

mostrados no Apéndice C, mas o retinex nao foi incorporado ao software.

Em busca de homogeneizacao de regides com cores semelhantes, testou-se fil-
tros gaussianos, que se mostraram inadequados uma vez que tornam o contorno
do leucécito impreciso. O filtro de difusdo anisotrépica pareceu visualmente in-
teressante pois diminui detalhes internos a regido citoplasmatica, como granulos, e
salienta as bordas. Acredita-se que essas caracteristicas permitiriam ao algoritmo de
segmentacao melhor separagio da regido citoplasmatica, com menos buracos e mais
precisao na regiao do contorno. Resultados preliminares, mostrados no Apéndice C,
indicam que o método de segmentacdo por cor sem consideragao de adjacéncia nao
é adequado para ser aliado a esse processamento de imagem. Nao se incorporou esse
processamento ao software, pois ndo houve ganho, em termos da segmentacao, se-
gundo avalia¢do utilizando a porcentagem de pixels corretamente classificados. Uma
abordagem interessante seria testar métodos de clusterizagao para segmentagao por
cor [66] em conjunto com filtros de difusdo anisotrépica sobre os canais cromaticos

e acroméaticos.

5.3.3 Segmentacao

Embora se tenha testado filtros para pré-processamento, eles ndo foram integrados
em Leuko pois ndo comprovamos que tais filtros oferecessem melhoria suficiente; isso

nao significa que os filtros ndo sdo bons, mas sim que o método de segmentacao por
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cor adotado tem vérias limitagbes e sua execugio apés filtragem foi menos eficiente

que a segmetnagao das imagens originais.

Dadas as imagens digitais RGB, rastreou-se o leucdcito em cada micrografia,
que pode conter hemacias, plaquetas, leucécitos e fundo de lamina. Adotou-se que a
melhor maneira de achar o leucécito seria encontrando o niicleo, portanto se passou a
utilizar a técnica discutida na Sec@o 3.2.1: a limiarizacdo visa delimitar e melhorar
a segmentagdo por cor, definindo uma porgéo especifica da imagem e menor que
a imagem original. Os leucdcitos podem ser segmentados através da andlise do
histograma do canal G. A Fig.5.5 mostra nitidamente a distribuicao bimodal para o
canal G da imagem RGB, onde a direita do grafico se agrupam os pixels pertencentes

ao ndcleo dos diferentes tipos de leucécitos normais.
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Figura 5.5: Histograma do canal G de imagens de leucécitos normais: valores menores que 100
indicam pixels do nicleo.

Considerando o trabalho desenvolvido por Katz [25], observou-se que a compo-
nente verde da imagem é o melhor discriminante entre o ptirpura do material nuclear
e o resto da imagem (o purpura claro a cor-de-rosa ou vermelho de citoplasma, o
cor-de-rosa das hemécias e o amarelo palido do fundo). O motivo do canal verde car-
regar a informagao do nicleo deve-se ao fato do pirpura ser variacdes de magenta,
ou seja, combinacao de valores altos para o canal R e B e valores baixos ou nulos

para G.

O relatério de Katz sugere um limiar 7" = 100 no histograma do canal G, con-

siderando o intervalo de 0 a 255 de modo que todo pixel com valor menor que T é
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considerado material pertencente ao nicleo. Buscando um limiar adaptativo, que
implicasse em menor dependéncia da iluminagéo, observou-se que o limiar poderia

ser definido num intervalo conforme se segue:

1. Calcular o histograma do canal G da imagem para caixas de tamanho 2 em

um intervalo de 0 a 255;

2. Selecionar o nivel de verde, T, cuja taxa de ocorréncia seja minima no intervalo
compreendido entre [100, 200];

3. Limiarizar o canal G usando 7: dada a imagem do canal G, se o pixel tem

valor menor que T, entdo pertence ao nucleo.

Para idealizacio de tal algoritmo, testaram-se diversos tamanhos de caixa para
o histograma, mas o tamanho 2 foi o que, empiricamente, apresentou melhores
resultados. O intervalo de [100,200] nos niveis de verde foi encontrado através de

andlise de vérios histogramas de imagens de leucécitos.

Independente do método de limiarizagao adotado, a imagem limiarizada pode
conter, além do material nuclear, plaquetas, que também sao coradas de purpura
no protocolo de marcagio May-Giemsa-Grunwald. Contudo, estas podem ser fa-
cilmente removidas através de processos de erosdes seguidos de dilatagdes ou por
crescimento de regides usando a area dos elementos que compoe a imagem como

parametro de exclusao.

A partir da imagem original colorida (Fig.5.6), obteve-se a Fig.5.7, segundo o
algoritmo de Katz e a Fig.5.8 foi obtida usando limiar adaptativo por meio de busca
de T no intervalo de [100, 200]. Comparando o resultado do algoritmo de Katz com o
algoritmo de adaptacdo pra busca de T' num intervalo, umas das contribuigdes dessa
tese, verificou-se que o método proposto é melhor pois acarreta em menor nimero
de buracos esptirios, ou seja, porcoes de niicleo nao detectadas devido a variagoes
na coloracio da cromatina (heterocromatina). Essa variagbes sdo decorrentes de
menor espiralizacio da cromatina, ficando assim com aspecto mais claro (menor
concentracio de corante) e menos denso. Apesar da maioria das imagens possuir
o minimo (vale entre picos da distribuigdo bimodal) de histograma no intervalo
proposto, esse nio é o caso dos prolinfdcitos (Fig.5.9). Nesses casos, tanto o método

de Katz quanto o limiar adaptativo néo eram eficientes pois o limiar 6timo nao era
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100 nem era o minimo do intervalo [100, 200]. Buscando um algoritmo mais genérico
para limiarizagao, testou-se métodos de entropia e observou-se um novo método de

limiarizacao.
Limiarizacao por entropia e LogCum

A necessidade de se buscar outros algoritmos de limiarizacio ocorreu principalmente
apos a inclusao dos prolinfécitos, cujo nicleo pode apresentar cromatina mais frouxa.
Assim, os valores de nivel de verde correspondentes ao niicleo passam a ser maiores

(mais claros).

Visualmente, métodos de limiariza¢ao podem desempenhar de maneira bastante
semelhante conforme ilustrado nas Fig.3.4 e 3.5 e no Apéndice B, contudo é impor-
tante que haja uma avaliagdo quantitativa [67]. Avaliou-se os métodos de entropia
e 0 LogCum em termos do nimero de pixels corretamente classificados (PCC) e

tempo de execugao dos algoritmos, resultados publicados em [29)].

Métodos entrépicos envolvem célculos altamente iterativos, diferente do método
proposto LogCum, ainda que o resultado de limiarizacdo seja bastante semelhante
(Fig.5.1). O método original proposto apresenta o melhor custo computacional

segundo Tabela 5.2.

Tabela 5.1: Pixels corretamente classificados: média, desvio padrdo e mediana para algoritmos
de limiarizagdo no processamento de 20 imagens de leucécitos.

PCC Métodos
LogCum | Kapur | Sahoo
Média 0.93 094 | 094
Desvio Padrao 0.04 0.04 | 0.04
Mediana 0.94 095 | 0.94

Tabela 5.2: Tempo médio, desvio padrdo, mediana e méximo de CPU em segundos para 20
imagens de leucécitos.

Tempo de CPU (s) Métodos
LogCum | Kapur | Sahoo
Média 0.0135 | 0.0744 | 0.0767
Desvio padrio 0.0049 | 0.005 | 0.005
Mediana 0.01 0.071 0.08
Miéximo 0.02 0.081 | 0.081
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Figura 5.6: Imagens de vdrios tipos de leucdcitos
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Figura 5.7: Segmentacéo do niicleo segundo Katz: limiar fixo no histograma do canal G (T=100).
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Figura 5.9: Limiarizagdo dos prolinfécitos: (a)canal G do prolinfécito; (b)histograma do canal G,
mostrando que o minimo calculado pelo algoritmo adaptativo é 100 e néo 150.

Pés-processamento

Filtros morfolégicos como erosdo e dilatagdo foram aplicados apds a limiarizacao
pois pode haver presenca de plaquetas e espalhamento de pequenos pontos, os quais
podem ser eliminados através de erosdes da imagem. Para compensar alteracoes
de 4rea dos objetos, operacoes de dilatacdo so realizadas em mesmo nimero das
erosoes. Uma outra utilidade desses filtros é o pré-processamento voltado a rea-
lizacao de medidas, como utilizar vérias erosdes de modo a determinar a variacao
no numero de objetos. Uma aplicagao interessante seria utilizar essa variacido como

parametro de diferenciagdo dos nicleos de leucéceitos.

Ntcleos polimorfonucleados sdo sensiveis a operagbes de erosio uma vez que
sao granulados e apresentam lébulos ou segmentos, como é o caso dos eosindfilos,
neutréfilos e basdfilos. Alguns pequenos pontos entre partes de um mesmo nicleo
frequentemente indicam presenca de finos elongamentos de cromatina que unem
partes desse mesmo nucleo. Nicleos lobulados sdo ligados por fios de cromatina e

podem parecer desconectados apds a limiarizacéo.
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Inclusao de semantica

Apés a filtragem, passa-se a busca do material nuclear, ou seja, dos possiveis pedacos
de ntcleo (bolotas') na imagem binéria resultante. Estabelece-se um critério para
determinar quais pedagos fazem parte de um mesmo ntcleo, segundo os passos se-
guintes, incluindo contribui¢des tanto de Katz [25], quanto originais, propostas por

esse projeto de pesquisa [64] :

1. Determinar o centréide da bolota, ou seja (cz,cy), que é a média aritmética
dos valores das posigbes x e vy, isto é, cx = Zx /necy = Zyz/n onde n é o

nimero de pixels da bolota - manter o (cz, cy) e n para cada bolota da imagem;

2. Consolidar bolotas adjacentes: tratar como uma tinica bolota quaisquer duas
bolotas cuja separagfo seja menor que um certo valor, dada a distancia D maxima
entre duas bolotas de um nicleo. Baseando-se no valor sugerido por Katz (8 pm)
e dados empiricos obtidos no corrente projeto de pesquisa, assume-se D=7,2 um,
equivalente a 120 pixels. Outra imposi¢éo é que o l6bulo tenha drea maior que 100
pixels, caso contrario ha grandes chances de que seja ruido da limiarizacdo ou uma
plaqueta. Assim, dadas duas bolotas (B1 e B2), a distancia entre seus centréides
deve ser menor que 120 pixels para serem consideradas parte de um mesmo nticleo

(bolota consolidada). O centréide (cx, cy) da bolota consolidada é determinado por:

CTpg1 *Np1 + CTpa * B

cx = (5.1)

np1 + Npy
cy = CYp1 * Np1 + CYp2 * Npa (52)
np1 + nNpa '

O centro da bolota resultante e seu nimero total de pixels (np; + npy) séo
mantidos para as préximas consolidagbes com quaisquer outras bolotas & distancia
apropriada. Um problema da consolida¢do é que dois leucicitos muito préximos
podem ser tomados como um unico leucdcito. A distancia entre os centréides, em
geral, ultrapassa a distdncia méxima adotada. Considerando a drea méxima da
regiao nuclear, dificilmente dois nicleos de linfécitos (niicleo grande em relacio aos

polimorfonucleados) seriam consolidados numa mesma bolota (Fig.5.10);

"Tradugéo de blobs.
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3. Recortar uma subimagem: uma ROI é determinada ao redor do centréide
da bolota e uma subimagem contendo o leucécito é recortada da imagem original,
reduzindo a imagem de 760 x 480 pixels para 400 x 400 pixels, na pior das hipéteses.
O valor inicial da largura e altura igual a 400 pixels é aproximadamente 24 pm, o

didmetro da maior célula: o mondcito;

4. a subimagem facilita a segmentag@o por cor pois reduz o nimero de pixels a

ser varrido na imagem original para extragio do objeto de interesse: o leucécito.

Variagao de area dos leucocitos
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Figura 5.10: Area do nicleo (em pixels) de 938 leucécitos de 29 pacientes diferentes.

Segmentacao por cor no espaco RGB

A segmentac@o por cor pode ser realizada tanto no espaco RGB quanto em outros
espagos de cor como os espacos HSI e CIELab, mais intuitivo uma vez que expressam
melhor a percepg¢ao de cores [14]. Entretanto, o RGB pode gerar resultados melhores.
A transformagdo dos valores do RGB para outros espacos colorimétricos constitui
um problema mal formulado, onde distor¢des podem ocorrer além de que a trans-
formacao entre espagos de cores sé se justifica quando os resultados sao melhores
no espago transformado do que no espaco original RGB. A Fig.5.11 ilustra tal ques-

tionamento e consiste em um exemplo onde a segmentacao no espaco RGB é mais
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apropriada, sendo computacionalmente mais rapida e melhor que a segmentacéo no
espaco CIELab, que apresentou perturbagoes decorrentes da transformaco. Esses
testes foram realizados usando classificagio supervisionada bayesiana e podem ser

realizados usando o software Leuko, que permite segmentagio tanto no espaco RGB
quanto CIELab.

(c)

Figura 5.11: Exemplo de segmentagio por cor: (a) imagem original, (b) imagem segmentada
usando espago de cor RGB, (c¢) imagem segmentada usando espago de cor CIELab.

Outra abordagem de segmentacgéo utilizada foi aquela proposta por Sumengen
et al [68], onde a segmentacdo de imagem utiliza um campo de fluxo baseado na
imagem. Métodos de evolugdo de curva geométrica requerem uma funcao de borda
e um campo vetorial com certas caracteristicas que sao obtidas da prépria imagem.

Dessa forma, o campo vetorial é utilizado na obtencao tanto da funcdo de borda
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quanto para guiar a evolugdo da curva em dire¢ado das bordas do objeto. O campo
vetorial é calculado a partir da imagem, considerando caracteristicas de intensidade,
textura e cor. O programa de evolugéo de curva foi disponibilizado para testes, sendo

que resultados preliminares sdo mostrados no Apéndice C.

Apés a segmentagdo, segue-se a extragdo de caracteristicas. Conforme o projeto
de doutorado evoluiu, foi-se implementando a extracao de diversos atributos, alguns
tradicionalmente aceitos como é o caso da razao miicleo-citoplasmaética e outros me-

nos utilizados no estudo de leucécitos, como é o caso da energia de dobramento.

5.4 Diagnéstico através de medidas de forma

As caracteristicas a respeito da forma da célula como didmetro e 4rea sdo pontos
de partida naturais no reconhecimento, muito embora estas caracteristicas sejam
raramente decisivas na discriminacgéo [31]. Os primeiros resultados de classificacio
obtidos consideravam apenas atributos da forma dos leucécitos normais e o método
de resubstituicdo para avaliagdo da taxa de acerto. Inicialmente, optou-se pelo
método de resubstitui¢do devido & sua simplicidade de implementacao e a capacidade
desse algoritmo de lidar com pequeno niimero de amostras, embora as estimativas

de erro sejam otimistas.

Houve alta taxa de erro na diferencia¢fo entre os granuléeitos (baséfilo, eosinéfilo
e neutréfilo), ainda que o uso do método da resubstituicio levasse a taxas de acerto
tendenciosas. A matriz de confusdo é mostrada na Tabela 5.3, onde a diagonal
indica a taxa de acerto e as outras colunas a taxa de erro (ex: linha 1 representa
os basdfilos, onde 12 deles foram corretamente classificados, trés foram classificados

errados como eosindfilos e um como mondcito) [60].

3.5 Estudo de hierarquia nos dados de leucdcitos

Buscando estudar aspectos da forma de leucdcitos sem supor conhecimentos a priori
sobre a distribuicdo das medidas coletadas, investigamos as medidas das células
usando a técnica de agrupamento superparamagnética [69]. O algoritmo utilizado
se baseia numa analogia fisica utilizando um sistema magnético. Cada ponto de dado

é considerado um spin de Potts e interagdes ferromagnéticas de curto alcance sdo



5.6 Inclusao de medidas de textura 101

Tabela 5.3: Matriz de confusdo dos leucécitos normais utilizando apenas atributos de forma e
avaliag@o de taxa de acerto através do método de resubstituiggo.

| Leucdcitos | Baso. | Eosino. | Linf. [ Mono. | Neut. | Taxa acerto |
Baso. 12 3 1 75%
Eosi. 11 9 5 36%
Linf. 25 100%
Mono. 3 22 88%
Neut. 4 3 3 15 60%
Total 27 15 31 23 20 116

introduzidas entre os spins. A intensidade destas interagbes decai com a distancia.
O sistema é termodindmico, apresentando diferentes regimes auto-organizaveis re-

gulados pela temperatura.

Apresentou-se uma breve descrigdo do modelo e resultados preliminares quanto
a sua aplicacao ao estudo da hierarquia de classes dos leucécitos. Contudo os resul-
tados nao foram animadores uma vez que apenas a separacao entre mononucleados
(linfécito e mondeito) e polimorfonucleados (baséfilo, eosinéfilo e neutréfilo) foi evi-
dente. O estudo publicado em [61] considerou um nimero reduzido de caracteristicas
(somente trés), entretanto estudos posteriores incluindo mais caracteristicas nao mel-

horaram os resultados. Essa abordagem requer futuras investigacoes.

5.6 Inclusao de medidas de textura

A caracterizagdo de textura de imagens de sangue em niveis de cinza foi baseada
em GLCM. O objetivo foi utilizar regides pré-segmentadas (ntcleos ou citoplasmas)
e estudar as caracteristicas texturais de cada regido através das medidas propostas
por Haralick [3, 17] para discriminacéao entre leucécitos normais. As Figuras 5.12 e
5.13 mostram regioes citoplasmaticas e nucleares, respectivamente, pré-segmentadas
e processadas (quantizacio e equalizagio por equiprobabilidade). O resultado desse
processamento sera submetido a extracdo das GLCM e, posteriormente, dos atribu-

tos de textura: inércia, entropia, energia, correlacao ¢ homogeneidade.

Iniciou-se as investigagbes a partir do citoplasma como forma de suprir a de-
ficiéncia de medidas dessa regido, uma vez que a segmentacao citoplasmatica era

ruidosa, portanto medidas de forma eram ineficientes. Notou-se que medidas glo-

. SERVICO DE BIBLIOTECA
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bais de textura podiam fornecer informagdes essenciais a respeito da granularidade

citoplasmatica.

Resultados preliminares foram descritos em [65], dedicando-se exclusivamente a
caracterizagao do citoplasma de uma base de imagens com 50 leucécitos (10 imagens

por classe de leucécito normal). Dois estudos foram abordados:

1. Avaliagdo da escala mais apropriada para cada parametro: calculou-se cada
parametro de textura para tamanho de janela (no calculo da GLCM) vari-
ando entre [2,20] para toda a base de imagens. O intervalo [2,20] foi definido
baseado no tamanho dos granulos citoplasmaticos: aproximadamente, 5x5 e
15x15 pixels em linfécito e baséfilo, respectivamente. As outras células pos-

suem tamanho de granulo intermediario.

2. Avaliaco da relevancia dos parametros em termos da taxa de acerto: verificou-
se a separabilidade entre os 50 leucécitos em termos de cada pardmetro con-

forme ilustrado na Tabela 5.4.

Assumimos como janela pequena aquela entre [2,5] e como janela grande aquela

entre [15,20], segundo as defini¢des apresentadas no artigo [65].

Tabela 5.4: Pardmetros de textura para citoplasma: avaliacdo da escala mais apropriada e taxa de
acerto usando método da resubstitui¢do.

Parametro Escala | Acerto(%)
Inércia 2 88
Entropia 19 86
Energia 4 90
Correlagio 20 90
Homogeneidade 4 92

5.7 Inclusao de medidas de cor

Embora o nimero de caracteristicas ja somasse 26 quando incluindo medidas de
forma e textura, resolve-se também utilizar medidas de cor uma vez que, segundo
relatos de hematologistas, a coloragdo do leucécito era frequentemente considerada

no processo de classificacao. O nimero de atributos passa a ser 62, que sao atual-
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(@ (b)

(©) (@)

Figura 5.12: (a) Citoplasma do baséfilo. (b) Citoplasma do eosinéfilo. (c) Citoplasma do
linfécito. (d) Citoplasma do mondcito. (e) Citoplasma do neutréfilo.



104 Resultados

(a) (b)

(c) Gy

(e)

Figura 5.13: (a) Nucleo do baséfilo. (b) Nicleo do eosinéfilo. (¢) Nicleo do linfécito. (d)
Niicleo do mondcito. (e) Nicleo do neutréfilo.
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mente extraidos usando o programa Leuko, os quais aparecem listados na Tabela

5.5.

Tabela 5.5: Atributos extraidos dos leucdcitos.

Id

Descricao do atributo

Id

Descricao do atributo

o IR B SRV T

W W DN DN DN BN DN DD DN DN == et b et e e e e e = \O
— OO0~ NP LN, OOV ITONWNDE WN—=O

N perimetro

N drea

N max drea

N num elementos

N circularidade

N num concavidade
N num convexidade
N energia de dobramento
N num furos

N 4rea furos

N inércia

N entropia

N energia

N correlagdo

N homogeneidade

N média Red

N dp Red

N coef.assimetria Red
N curtose Red

N energia Red

N entropia Red

N média Green

N dp Green

N coef.assimetria Green
N curtose Green

N energia Green

N entropia Green

N média Blue

N dp Blue

N coef.assimetria Blue
N curtose Blue

32
33
34
35
36
37
38
39
40
41
42
43
44
45
46
47
48
49
50
51
52
53
54
55
56
57
58
59
60
61
62

N energia Blue

N entropia Blue
razao N/C

C inércial

C entropial

C energial

C correlagiol

C homogeneidadel
C inércia2

C entropia2

C energia2

C correlagao?2

C homogeneidade?2
C média Red

C dp Red

C coef.assimetria Red
C curtose Red

C energia Red

C entropia Red

C média Green

C dp Green

C coef.assimetria Green
C curtose Green

C energia Green

C entropia Green
C média Blue

C dp Blue

C coef.assimetria Blue
C curtose Blue

C energia Blue

C entropia Blue

N = nicleo, C = citoplasma

Diversos atributos podem ser extraidos, contudo a alta dimensionalidade precisa

ser contornada (veja Secdo 3.4), principalmente com a base de imagens disponivel,

onde o nimero de amostras é relativamente pequeno. Uma maneira de diminuir o

numero de atributos é determinar a sua relevancia e selecionar os mais significativos.

IFSC-HEP
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Para isso foi desenvolvida a ferramenta para selegdo de caracteristicas, onde varios

métodos foram implementados, discutidos no Capitulo 4.

5.8 Aplicacao de selecao de atributos

A ferramenta de selec@o de atributos foi utilizada tanto para a selecdo de escala para
estudo de textura do citoplasma quanto para a determina¢ao de um subconjunto
de caracteristicas dos leucécitos para classificagdo em um dos oito tipos: baséfilo,
eosindfilo, linfécito, mondécito, neutréfilo, leucemia linféide cronica, leucemia prolin-

focitica e tricoleucemia.

O dltimo resultado publicado [9], aliando a variedade de atributos extraidos por
Leuko a capacidade de selegdo dos mais relevantes, pode ser sintetizada pela Tabela
5.6, que mostra a matriz de confusdo para seis tipos de leucécitos, considerando o

melhor subconjnto de atributos da Tabela 5.5.

Tabela 5.6: Matriz de confusdo dos atributos mais relevantes (Id segundo Tabela 5.5):
1,5,7,15,21,34,35,37,41,46,53,54
% | baso [ eosi [ linf [ mono [ neut | LLC |

baso | 100
eosi 86 14
linf 92 1 1 6
mono 3 13 81
neut 1 1 98
LLC 2 8 2 2 86
porcentagem de acerto da classe dada pelo hematologista em relagio a classificagio de

maquina.

Recentemente, resultados incluindo leucemia prolinfocitica e tricoleucemia foram

obtidos e sdo apresentados na Tabela 5.7.

As Tabelas 5.6 e 5.7 foram obtidas utilizando a estimacao de erro holdout, onde
o conjunto de amostras foi dividido aleatoriamente em dois, sendo dois tercos para
treinamento e um tergo para teste [41], conforme se mostra na Tabela 5.8. O clas-

sificador utilizado foi o bayesiano ingénuo.
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Tabela 5.7: Matriz de confusio dos atributos mais relevantes (Id segundo Tabela 5.5):
1,5,7,15,21,34,35,37,41,46,53,54
|_% | baso | eosi [ linf [ mono [ neut [ LLC [ pro | hairy |

baso 86 7 7

eosi 97 3

linf 71 3 3 9 1 13
mono 3 89 6 3

neut 2 2 95

LLC 14 82 4

pro 13 13 6 69

hairy 100

porcentagem de acerto da classe dada pelo hematologista em relagao a classificagio de
méquina.

Tabela 5.8: Base de imagens de leucdcitos: nimero de amostras para treinamento e teste do clas-
sificador.

Classes | Treino | Teste

baso 30 14
eosi 71 35
linf 190 94
mono 72 36
neut 163 82
lic 101 50
pro 31 16
hairy 46 24

5.9 Mineracao de dados

Organizando o desenvolvimento do projeto de acordo com as fases indicadas na secéo
4.5, as etapas para a descoberta de conhecimento do corrente projeto de pesquisa

foram:

a. Definir o problema: no projeto corrente essa etapa caracteriza-se pelo deline-
amento das células que serdo abordadas, ou seja, definem-se os casos tratéveis, uma
vez que nao ha meios de se identificar e diferenciar, através de visdo computacional,

todos os tipos de células possiveis de se ocorrer no sangue.

b. Construir a base de dados para minera¢do: em conjunto com o laboratério
de hematologia do HCRP, coletou-se 1.439 imagens de microscépio e dados clinicos,

incluindo citologia, morfometria e patologia. A base de imagens consiste apenas em
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uma cole¢ao de micrografias, segmentagdes e vetores de caracteristicas correspon-
dentes organizados segundo sua classificacao, contudo seria interessante desenvolver
um banco de dados propriamente dito, onde se viabilizasse a recuperagao de imagens
baseada em outras imagens ou mesmo em um conjunto de caracteristicas. Sistemas

desse tipo vém sendo amplamente desenvolvidos [70, 51] e sdo de grande utilidade.

c. Explorar os dados: inicia-se o processo exploratério a partir da extracgio
de medidas das ROI da imagem. No projeto corrente tem-se como ROIs de uma
imagem microscépica digitalizada, os leucéeitos (incluindo sua subdivisao em niicleo
e citoplasma), hemadcia e fundo. Medidas relativas a forma, tamanho, cor e textura
do leucécito podem ser extraidas e devem passar por uma triagem antes do reco-

nhecimento [47].

d. Preparar os dados para modelagem: alguns critérios devem ser considerados
quando comparando medidas de origem diversa, portanto foi necesséria normalizacao

conforme explicado na seg¢éo 3.3

e. Construir o modelo: desempenhada a exploracao inicial do espaco de carac-
teristicas, selecionadas as caracteristicas adequadas e normalizando-as, passa-se a
considerar os métodos para implementar a classificagdo ou reconhecimento propria-
mente dito. A classificagdo automética adotada no corrente projeto de pesquisa
considera protétipos (amostras) das classes envolvidas (aprendizado supervisionado
de classes), com decisdo bayesiana. Estimando-se as funcoes densidade de probabi-
lidade, assumiu-se a hipdtese gaussiana de distribuicdo dos atributos, embora ainda
seja necessario validar esse modelo estatistico para o problema de reconhecimento

de leucécitos.

f. Avaliar o modelo: a avaliagio do modelo é dada pela razao entre acerto do
classificador em comparacdo com a classificagdo dada pelo hematologista. Como a
analise visual estd sujeita a erro, somente classificages feitas por hematologistas
experientes foram consideradas. As células, cuja classificagdo o hematologista teve

dividas, foram descartadas.

g. Disponibilizar modelos e resultados: essa etapa foi concretizada por meio de

publicacdes periédicas a respeito do projeto de pesquisa.

Durante estagio na Universidade da Califérnia, houve possibilidade de construir

um banco de dados para as imagens, contendo todas as imagens do projeto, através
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do qual buscas de imagem baseadas em similaridade seriam possiveis. Atualmente
contamos com um repositério de 1.439 imagens, segmentacoes e vetores de carac-

teristicas correspondentes a grande parte das imagens, além de dados clinicos.

Tanto os dados quanto as imagens foram organizados e poderdo ser disponibi-

lizados gratuitamente na internet mediante autorizacio prévia da agéncia de fomento
(FAPESP).
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Capitulo 6

Conclusao e trabalhos futuros

“A mais grave das faltas é ndo ter consciéncia de falta alguma. (Einstein)”

xperimentos biolégicos frequentemente estao sujeitos a aspectos nao contro-
lados, um entrave que pode ser minimizado coletando-se vérias amostras
de diferentes individuos utilizando o mesmo microscépio e a mesma cimera
sob mesmo aumento. Seguindo esses preceitos, realizou-se os experimentos usando
1.055 células de 33 individuos diferentes; os sujeitos nao foram analisados separada-
mente. Geralmente, os dados experimentais médicos sao observacionais, o que torna
a questao de inferéncia mais dificil. A quantificagdo em detrimento da qualificacao
das caracteristicas das células representa uma maneira de permitir a inferéncia au-

tomatica.

Argumenta-se que quando ha um grande niimero de atributos candidatos a gerar
o classificador, é mais facil achar padrdes envolvendo alguns dos atributos. Métodos
de validac@o (ex: holdout e validagdo cruzada) foram aplicados no intuito de evi-
denciar se o classificador é bom tanto para o conjunto de caracteristicas total assim

como para subconjuntos.

Quanto a significancia dos padrdes encontrados, ou seja, em que medida eles sdo
provenientes de diferencas bioldgicas reais e nao artefatos, vale salientar que o pro-
cesso de segmentacao de células adotado implica em uma descrigio bastante peculiar
e nao fidedigna com a realidade biolégica. Assim, coube ao projetista identificar ndo
unicamente medidas correlatas com descrigbes médicas, mas também outras que nao
sao consideradas no processo de classificagdo manual, além de interpretar os resul-

tados da segmentacao de acordo com o conhecimento adquirido com os especialistas

111
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(hematologistas).

Um exemplo ¢ o ilustrado nas segmentactes de imagens de LLC (Fig.5.11), onde
o afrouxamento de cromatina pode ser detectado e é evidenciado pela segmentaciao
como buracos no nicleo com “cor de citoplasma”, embora se saiba que nao se trata
de citoplasma no nicleo. Outras idiossincrasias impostas pelo método podem ser no-
tadas na segmentacgao de eosindfilos, onde ocorrem granulos com “cor de hemécia”no
citoplasma, que na realidade sdo granulos eosinofilicos, que possuem aspecto aver-

melhado, caracteristica atribuida, segundo treinamento, como sendo de hemicia.

Sem duivida, a segmentacao determina a precisao de classificacao, portanto foi im-
prescindivel que se colecionassem atributos das células que fossem menos suscetiveis
a erro quanto possivel. Exemplificando, néo se considerou o contorno do citoplasma,
pois a principio se sabe que a segmentagao do citoplasma é bastante sensivel a ruidos,
além de que, células adjacentes podem se aglutinar, o que levantaria suspeita de

pontos de alta curvatura onde, na verdade, nio existem.

A seguir sao sintetizados os ultimos avangos no corrente projeto de pesquisa,
levando em consideracéo as principais etapas do software em desenvolvimento. A
intercomunicagao de todas essas funcionalidades voltadas ao estudo das células do
sangue objetiva auxiliar o médico no reconhecimento de leucécitos, além de fornecer

a pesquisadores mecanismos simples para mineracio de dados.

6.1 Segmentacio

A pesquisa em métodos de segmentacao é vasta e se justifica por si mesma, portanto
essa tese se limitou a abordar alguns métodos convencionais, além de propor novos
métodos de limiarizagdo para segmentacao do niicleo de leucdcitos. Através do

estudo de métodos de limiarizacao, desenvolveu-se e testou-se um método original.

Na segmentacao da imagem de sangue em ROls, assume-se que a cor é uma
propriedade constante da ROI, portanto é possivel mapear cada pixel da imagem
no espago de cor RGB, esperando-se que objetos diferentes se manifestardo como

agrupamentos ou nuvens de pontos com coordenadas RGB semelhantes.

E utilizada classificagao bayesiana para determinar pertinéncia do pixel em relacao

a ROI a que pertence. O modelo de distribui¢ao RGB ¢ dado por gaussianas multi-
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variadas. A segmentacao da imagem de sangue baseada em espaco de cor negligencia
a relagao espacial entre as cores, portanto foi necessaria a implementacao de técnicas
de processamento de imagem, como filtros morfolégicos e limiarizacdo por 4rea para
minimizar o ruido das ROIs. Apesar da segmentacao ser automatica, ajustes inte-
rativos sao necessarios em alguns casos, os quais podem ser realizados utilizando as

ferramentas de processamento de imagem oferecidas por Leuko.

Embora trabalhar em espagos como o HSI, CIELab seja mais intuitivo, o RGB foi
o melhor espago de cor para segmentacao dos leucdcito utilizando o classificador dis-
ponivel. A transformacao dos valores do RGB em outros espacos colorimétricos acar-
retou distorgoes indesejaveis quando utilizando o algoritmo de segmentacdo baye-

siana sem exploracao de adjacéncia.

Buscando melhorar os resultados de segmentacao, aplicou-se filtros e, empiri-
camente, notou-se que a filtragem anisotrépica acentuava a caracteristica circular
em linfécitos e, em Hairy cells, ajudava a capturar os “cabelos”do citoplasma; em
células com contornos mais rugosos, ocorreu apenas uma suavizacao do contorno sem
perdas dos pontos mais importantes. Experimentos preliminares foram realizados,

cujos resultados se encontram no Apéndice C.

6.2 Atributos da imagem

Diversos atributos da imagem foram testados, considerando medidas de forma, ta-
manho, cor e textura. Medidas de forma e tamanho nao podem ser consideradas
exclusivamente, pois sdao insuficientes para caracterizagao dos leucécitos ainda que
s6 para descri¢ao dos casos normais. As medidas de textura foram particularmente
estudadas, incluindo uma ampla abordagem multiscala e decisdo da melhor escala
baseada em resultados de sele¢éo de caracteristicas. Atributos de textura trouxeram
uma melhoria significativa na classificacao de células normais, permitindo também
a inclusao de neoplasias. A inclusio de medidas de cor permitiu uma melhor des-
crigao do citoplasma, eliminando erros grotescos como confundir granulécitos com

mononucleados e diminuicao de erros entre os granulécitos e entre os mononucleados.

Algumas caracteristicas possuem correspondente biolégico direto como é o caso
da razao nucleo-citoplasmatica e circularidade, uma vez que estas sdo utilizadas

pelos préprios hematologistas. Exemplificando, a razdo ntcleo-citoplasmatica do
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linfécito normal é menor que a do linfécito com LLC, ou seja, o linfécito normal fre-
quentemente tem mais citoplasma que o de LLC. A circularidade é particularmente
interessante para distinguir nicleos de mononucleados de polimorfonucleados. En-
tretanto, os parametros de textura e cor, que levam em consideragao estatisticas a
respeito de ocorréncias de granulos ou cores, ndo possuem correspondentes biologicos
tao evidentes, ou seja, traduzem quantitativamente aspectos tomados pelos hemato-

logistas somente qualitativamente (ex: citoplasma homogéneo, ténue = baixa entro-
pia média da GLCM).

Para todo o conjunto de medidas extraidas dos leucécitos, mostrou-se que tanto
os atributos de forma, quanto os de cor e textura sdo igualmente importantes através
de estudo de selegdo de caracteristicas sobre cada subconjunto de atributos em
funcao de sua origem. Assim, selecionou-se os atributos mais relevantes do sub-
conjunto de medidas de forma, entdo separadamente selecionou-se os atributos de
cor mais relevantes, sendo o mesmo feito com os de textura [9]. Com os melhores
atributos de cada subconjunto, realizou-se classifica¢do bayesiana com modelagem
gaussiana de classes e estimagdo de erro considerando os métodos de resubstituicéo

e holdout, conforme discutido na secao 3.6.

6.3 Classificadores

Técnicas bayesianas vém sendo usadas no campo de reconhecimento de padrées [13],
mas somente recentemente tem sido testadas com afinco em conjunto de dados com
atributos redundantes [48]. O rétulo “Naive Bayes”infelizmente advém do fato de
ser dificil de se usar este método sem se sentir simplista. Contudo, ndo hé nada de

ingénuo sobre seu uso em circunstancias apropriadas [41].

A classificagdo bayesiana foi inicialmente utilizada na determinacdo das ROIs
da imagem. Alguns testes foram realizados usando o método dos k-vizinhos mais
proximos, mas foi comparativamente pior tanto no tempo de execugdo quanto nos

resultados de segmentacao.

Além de ser considerado na determinacao das ROIs, o classificador bayesiano
também foi usado no reconhecimento das células, obtendo-se resultados animadores
segundo os artigos anexos. Também se utilizou o ambiente Weka e seu classifica-

dor bayesiano para se comparar os resultados de classificagdo entre as células [9].
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Verificou-se que tanto Leuko quanto o Weka deram resultados semelhantes quanto
a taxa de acerto do classificador diante dos atributos selecionados. No caso da uti-
lizagao de todos os atributos, mostrou-se que a taxa de acerto diminuiu em relacéo a
classificagao utilizando somente o subconjunto mais relevante. Resultados prelimi-

nares utilizando outros classificadores no ambiente Weka séo ilustrados no Apéndice
D.

6.4 Selecao de caracteristicas

A ferramenta para selegao de caracteristicas permite avaliar um atributo multiscala
[65] de modo a se estimar qual escala permite maior diferenciacio entre as classes,
além de auxiliar na defini¢do de subconjuntos de caracteristicas mais relevantes para

a classificagdo de padrdes [64, 9.

E dificil de se estabelecer o nimero ideal de caracteristicas, mas geralmente se
usa ao menos 10 vezes mais amostras de treinamento por classe que o nimero de
caracteristicas {43]. Como o nimero de amostras era reduzido, principalmente para
os baséfilos (veja tabela 5.8), fez-se selegio de caracteristicas por partes, conforme
ultimo artigo completo publicado [9]. Este descreve a busca das 4 caracteristicas
mais relevantes entre as medidas de forma, as 4 mais relevantes entre as medidas de
textura e as 4 mais relevantes entre as medidas de cor como método de se manter a
proporgao de 10 vezes mais amostras que caracteristicas. Como resultado da selecao
de medidas das células, mostrou-se que a separagéo inter-classes era melhor quando
o numero de atributos era de aproximadamente 12 em comparacdo com o uso de

todos os atributos.

Para validar os resultados de selecdo de caracteristicas, comparou-se o resultado
do algoritmo de selecgo do Weka com o do selector de caracteristicas proposto e
verificou-se alta concordancia entre os subconjuntos selecionados por cada programa.
O subconjunto de atributos mais relevantes considerando a selecio de caracteristicas
por partes foi o que apresentou melhor taxa de acerto na classificaco tanto no Leuko

quanto no Weka.
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6.5 Trabalhos futuros

A pesquisa envolve imagens coloridas (RGB) de laminas de esfregagos de sangue, as
quais possuem geralmente variacio de luminosidade espiria, artefatos de coloragao,
etc. Laminas com problema de coloracao sao eliminadas pelos hematologistas, mas a
variabilidade de iluminagdo é facilmente superada pelo sistema visual humano, que
se adapta & luz. Somente técnicas de processamento de imagem podem mimetizar
esta adaptaco, diminuindo a varia¢ao de iluminagdo entre as imagens de diferen-
tes laminas de esfregaco para uma comparacao fidedigna entre imagens similares.
Maiores investigacoes devem ser feitas a respeito de filtros e espagos de cor (HSV,

CIELab, YCbCr) no intuito de normalizar as imagens.

Testou-se o filtro de difusiao anisotrdpica, que apresentou resultados visualmente
melhores em termos da homogeneizagao de regides conexas da imagem. Entretanto,
a segmentacao usando Leuko ndo mostrou melhora significativa. Acredita-se que
as limitacoes impostas pelo processo de segmentagio sejam responsaveis pelo baixo
desempenho apds filtragem, mas sé se poderd afirmar quando outros métodos de
segmentacao forem testados. A limitagdo de tempo também inviabilizou maiores
testes, pois tais conceitos foram adquiridos somente ao final do programa de dou-
torado, durante estdgio na Universidade da Califérnia. Pretende-se quantificar a

melhoria que esse filtro carreta ao processo de segmentacao.

A segmentacao utilizada é baseada em estimagfo de fungbes densidade de pro-
babilidade gaussiana a partir de amostras de cor nos pixels, contudo o processo é
sensivel a variacoes de luminosidade, sua generalizacdo é frequentemente limitada
a um subconjunto de imagens com propriedades de coloracao similares. Por esta
razdo, nés usamos uma abordagem semi-automatica. Outros classificadores pode-
riam ser usados no processo de classificagdo dos pixels, além de outros modelos de

distribuicao das probabilidades.

Os resultados de segmentacio por fluxo de regido baseado em evolucao por curva
[68], que considera métodos de conjunto de nivel (level-set) [71] empregados no
problema de reconhecimento de leucécitos tiveram vantagens e desvantagens, pois
embora permita que haja segmentagdo nao supervisionada totalmente automatica,
as segmentacoes foram pouco satisfatérias para mondcitos e eosinéfilos, conforme

mostrado no Apéndice C. Tais resultados preliminares foram coletados durante
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estagio, sob supervisao do Prof. B. S. Manjunath, na Universidade da Califérnia
em Santa Barbara, EUA. Trabalhos prévios em segmentagao de leucécitos usando o
modelo de propagagao de interface estiveram restritos aos autores Nilsson e Heyden
[35]. Contudo pouca informag&o sobre a pesquisa deles encontra-se disponivel, pro-
vavelmente porque este foi um projeto desenvolvido em colaboracao com a empresa
Cellavision (Suécia) para elaboracio de software de reconhecimento de leucécitos,
langcado comercialmente em 2001. Complementando as publicagoes de Nilsson e
Heyden, abordou-se o problema como um todo, cobrindo desde a segmentacao até
a pré-classificacao das células, incluindo métodos de avaliagdo de segmentagao. Os

testes e desenvolvimentos relativos ao software para leucécitos continuarao.

Viérias consideragoes biolégicas, como a concentragao de células por lamina, da-
dos clinicos do paciente como idade, presenca de nédulos, etc., poderiam ser consi-

deradas no processo de tomada de decisao para predi¢ao de diagnéstico de doencas.

O objetivo inicial do projeto foi de desenvolver uma ferramenta de auxilio no
diagnéstico de leucemias linféides cronicas, contudo esse subconjunto das leucemias
engloba diversas neoplasias diferentes cujas diferengas morfolégicas nao sao usadas
como critérios exclusivos para o diagnéstico [72]. Assim, os dados clinicos e a imu-

nofenotipificagdo sao muitas vezes indispensaveis.

Quanto aos casos de leucemias, analisou-se apenas a LLC, prolinfécitos e tri-
coleucemia nesse trabalho de doutorado, entretanto se acredita que outras células
possam ser incluidas. Particularmente a tricoleucemia apresentou problemas quanto
a sua diferenciagdo em relagdo ao linfécito normal pois os “cabelos”do citoplasma
sdo imprescindiveis no processo de analise visual e ndo sao evidentes no processo de
segmentacgao atualmente adotado. Métodos de segmentacao foram estudados e sua
limitagdo ocorreu em detrimento de uma abordagem mais ampla ao problema de
reconhecimento, ou seja, embora a segmentagao seja limitada, varias outras etapas
foram tratadas no desenvolvimento de uma ferramenta para auxilio no diagndstico

de leucemia.

Uma ferramenta de reconhecimento de leucécitos foi desenvolvida, contudo bem
limitada em relagdo aos planos audaciosos iniciais, muito embora de grande utili-
dade para fins didaticos, permitindo quantificacéo objetiva dos atributos das células.
Vérias funcionalidades foram agregadas a um unico software de forma a facilitar

andlise e classificagdo de leucdcitos, assim se pretende veicular uma versao demo na
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internet para testes.

Finalizando esse projeto de doutorado, testou-se outros classificadores utilizando
o software Weka, cujos resultados sdo apresentados no Apéndice D. Futuros desen-

volvimentos devem explorar outros métodos de classificacio.

“O ser humano ndo pode deixar de cometer erros; é com os erros que os

homens de bom senso aprendem a sabedoria para o futuro.(Plutarco)”
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Imagens de leucocitos coletadas
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Figura A.1: (a,c,e) Micrografia do baséfilo. (b,d,f) Baséfilo segmentado.
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Figura A.2: (a,c,e) Micrografia do eosinéfilo. (b,d,f) Eosinéfilo segmentado.
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Figura A.3: (a,c,e) Micrografia do linfécito. (b,d,f) Linfécito segmentado.
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Figura A.4: (a,c,e) Micrografia do mondcito. (b,d,f) Mondcito segmentado.
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Figura A.5: (a,c,e) Micrografia do neutréfilo. (b,d,f) Neutréfilo segmentado.



125

(@) (b)

(d)

®

Figura A.6: (a,c,e) Micrografia de LLC. (b,d,f) LLC segmentada.
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Apéndice B

Métodos de limiarizacao
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Figura B.1: Exemplos comparativos de limiarizag¢o utilizando imagens do Matlab.
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Figura B.2: Exemplos comparativos de limiarizagdo para diferentes tipos de leucdcitos:
(a)linfdcito; (b)neutrofilo; (c)mondcito; (d)eosindfilo; (e)baséfilo.



Apéndice C

Outros processamentos sobre os
leucocitos

C.1 Retinex

Testou-se o algoritmo retinex nas imagens de sangue, cujo resultado é um fundo mais
homogéneo quando comparando com outras micrografias de sangue, conforme era
esperado. Entretanto perdas significativas ocorreram na imagem do leucécito, onde
regices do citoplasma se confundem com o fundo, conforme mostrado nas Fig.C.1 e
Fig. C.2.
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Figura C.1: Imagem de leucdcito (acima) e resultado do retinex (abaixo) para 1 ciclo.
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Figura C.2: (a,b,c) Processamento iterativo usando retinex: a)4x, b)8x e c)128x.
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C.2 Difusao anisotropica

Através de critérios observacionais, julgou-se que a difusdo anisotrépica poderia
melhorar a segmentagio da imagem, principalmente no caso das Hairy-cell onde o
citoplasma apresenta estruturas que lembram cabelos, caracteristica essencial para
o diagndstico desse tipo de leucemia. Acredita-se que o algoritmo de segmentacéo
por cor adotado nao seja adequado para que a filtragem por difusio anisotrépica
melhore os resultados da segmentagéo conforme ilustrado em experimentos prelimi-
nares observando a porcentagem do objeto corretamente detectado e a porcentagem

corretamente classificada da imagem.

As figuras C.4 e C.5 apresentam os resultados do filtro sobre a imagem original.
Buscando quantificar a qualidade da segmentacao bayesiana por cor considerando
ou nao o processo de filtragem, calculou-se a porcentagem dos pixels corretamente
classificados (PCC), ou seja, a soma dos pixels verdadeiro-positivo e falso-positivo
divididos pelo nimero total de pixels da imagem. Os graficos da Fig.C.3 ilustram
o desempenho do processo de segmentagio do nicleo e do citoplasma, dadas as
versoes filtrada e néo filtrada da imagem, em termos para 16 imagens, 2 imagens

representando cada uma das 8 classes de leucécitos abordados.

O filtro de difusdo anisotrépica pareceu visualmente interessante pois homoge-
neiza a regiao citoplasmatica, eliminando os granulos e salientando as bordas. Como
a textura nao é considerada no processo de segmentacio, ndo haveria perdas por
conta da suavizacdo desses detalhes. Acredita-se que a suavizacio permitird ao
algoritmo de segmenta¢do melhor separacio da regido citoplasméitica, com menos
buracos e mais precisdo na regido do contorno. Os resultados apresentados a seguir
indicam que o método de segmentacdo por cor sem consideracio de adjacéncia nao
¢ adequado para ser aliado a esse processamento de imagem. N&o se incorporou
esse processamento ao software, pois nao houve ganho, em termos da segmentacao,

segundo avaliacao utilizando a porcentagem de pixels corretamente classificados.
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Outros processamentos sobre os leucdcitos
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Figura C.3: Anilise por PCC para comparar segmentagdo da imagem original e filtrada, consi-

derando 16 imagens de leucécitos segmentadas manualmente: (a) niicleo e (b) cito-
plasma .
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Figura C.4: (a,c,e) Micrografias. (b,d,f) Resultado ap6s filtragem usando o método de difusdo
anisotrépica.
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Figura C.5: (a,c,e) Micrografias. (b,d,f) Resultado apés filtragem usando o método de difusdo
anisotropica.
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C.3 Segmentacido baseada em evolugao de curvas

Esta secéo ilustra as segmentagdes utilizando o algoritmo proposto por Baris et al

[68], conforme discutido na Segao 5.3.3.
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Figura C.6: (a,c,e) Micrografias de neutréfilos. (b,d,f) Segmentagdes por evolugio de curva.
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Figura C.7: (a,c,e) Micrografias de linfécitos. (b,d,f) SegmentagGes por evolugdo de curva.
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Figura C.8: (a,c,e) Micrografias de mondcitos. (b,d,f) Segmentagdes por evolugéo de curva.
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Figura C.9: (a,c,e) Micrografias de eosindfilos. (b,d,f) Segmentagdes por evolugio de curva.
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Figura C.10: (a,c,e) Micrografias de baséfilos. (b,d,f) Segmentagoes por evolucdo de curva.
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Figura C.11: (a,c,e) Micrografias de LLC. (b,d,f) Segmentacdes por evolugdo de curva.
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Figura C.12: (a,c,e) Micrografias de Hairy cells. (b,d,f) Segmentagdes por evolugdo de curva.
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Figura C.13: (a,c,e) Micrografias de prolinfécitos. (b,d,f) Segmentages por evolugdo de curva.
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Apéndice D

Manual dos programas

As segbes abaixo visam familiarizar futuros usuérios dos programas desenvolvidos
através de uma documentagdo bastante simplificada. Maiores detalhes devem ser

disponibilizados em futura péagina na internet.

D.1 Leuko

A seguir, segue descrigdo sucinta sobre as funcionalidades de Leuko, sendo que o
proprio programa possui bales explicativos a respeito das funcoes dos botoes. A
Fig.D.1 mostra as janelas usadas durante o processo de segmentacio da micrografia
nas regioes de interesse para classificagdo. Os ntmeros nos circulos indicam as

funcgoes dos botdes no painel, cujas fungdes sao indicadas abaixo:

1. Abre uma janela contendo uma micrografia colorida

2. Uma vez aberta a imagem, pode-se realizar o treinamento das ROI para clas-

sificacdo supervisionada baseada em cor;

3. Apresenta a segmentacido da imagem aberta no passo 1 levando em consi-

deragdo o treinamento do passo 2;
4. Extrai as caracteristicas da imagem corrente;

5. Treina um classificador bayesiano baseando-se em vetores de caracteristicas
provenientes de outros leucécitos pré-classificados (classificacao supervisionada

do leucécito);
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Manual dos programas
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Figura D.1: Interface de Leuko e suas funcionalidades
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6. Segmenta varias imagens, dado um conjunto de arquivos de treinamento (nuc,cyt,rbc,bkg.txt)

7. Segmenta o nucleo do leucéceito usando o histograma do canal G, dado que o

passo 1 tenha sido executado anteriormente;

8. Divide a imagem segmentada, dada pelo passo 3, em duas janelas com imagens

bindarias, uma contendo o nicleo e outra o citoplasma;

9. Mostra o histograma do canal G dado que o passo anterior tenha sido o passo
L

10. Aplica filtros morfolégicos a uma imagem binéria;
11. Extrai o contorno de uma imagem bindria;

12. Preenche os buracos de um objeto, representado por pixels branco, em imagem
binaria;
13. Rotula objetos a partir de uma imagem binaria, marcando-os com diferentes

cores dado um limiar de area, que pode ser mudado no menu Settings;

14. Faz contagem do nimero de objetos em uma imagem binéria, colocando a rea

correspondente sobre os objetos;

15. Seleciona objetos de uma imagem binéria dado a 4rea e proximidade ao maior

objeto;

16. Dado duas imagens em janelas dentro do programa, uma contendo a imagem
colorida e outra contendo a segmentagdo, mascara a imagem colorida mo-

strando somente a regido dada pela segmentacao;

17. Extrai os esqueletos do objeto em imagem bindria;

D.2 Selecao de caracteristicas

A interface do programa de selegdo de caracteristicas é flexivel pois é montada em
tempo de execugao a partir de um arquivo ( features.txt) que deve estar no mesmo di-
retério que o programa; esse arquivo deve conter todas as caracteristicas utilizadas,

uma em cada linha do arquivo. O bot@o Load samples and Run permite carregar
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uma matriz (de arquivos .tzt) de amostras rotuladas de acordo com a classe a que
pertencem seguindo o padrao mais aceito onde cada linha representa uma amostra,
a tltima coluna de cada linha, representada por um nimero inteiro, da a classe a
que pertence a amostra; cada uma das outras colunas representa uma determinada
caracteristica. Diferentes amostras relativas a uma mesma classe devem ter o mesmo
cédigo de classe. As amostras nao precisam estar agrupadas por classe e podem estar
em um ou mais arquivos, que podem ser utilizados em uma execugao concomitan-
temente. Para carregar mais de um vetor ou matriz de amostras simultaneamente

usa-se CTRL + mousedoun.

O programa permite a execucao de 14 diferentes buscas nas amostras, dadas to-
das as combinacdes possiveis entre abordagens de busca, algoritmo de busca, critério
de separabilidade e distancia entre pontos. E possivel executar todas as buscas em
uma unica requisicdo ao software, que apds executada, retorna dois arquivos, all-
MethDist.txt e allMethOrder.tzt, contendo a evolugao das distancias entre as classes
e o ranking das caracteristicas, respectivamente, para as diferentes buscas. Apenas
a distancia euclidiana e de Mahalanobis foram implementadas até o momento. O
diagrama de blocos da Fig.5.3 mostra as fungdes atualmente implementadas, com as
possibilidades de exploragao dos dados para estimar qual o grupo de caracteristicas

mais promissor.

Entretanto, melhorias devem ser adotadas para estimagao da distancia entre as
classes. A avaliacdo adotada utiliza a média das distancias entre as classes, que nao
é uma boa estimativa da separacdo entre as classes quando o nimero de classes €
grande. Uma possibilidade seria testar a separabilidade entre uma classe e todas
as outras, realizando um estudo das caracteristicas mais relevantes para todas as

classes.

D.3 Weka

Acrénimo de Waikato Environment for Knowledge Analysis, esse programa foi de-
senvolvido na Universidade de Waikato na Nova Zelandia. Weka é uma colecao de
algoritmos de aprendizagem de méquina para resolver problemas de mineragao de
dados do mundo real. Ele é escrito em Java e executa em quase todas as platafor-

mas. Os algoritmos podem ser tanto aplicados diretamente ao conjunto de dados ou
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chamados de seu préprio cédigo Java. Weka é também adequado para desenvolvi-
mento e teste de novos esquemas de aprendizado de méaquina. Weka é um software

de cédigo fonte livre sob licenga publica geral GNU.

Dentre os vérios esquemas de aprendizado disponibilizados pelo Weka, escolhe-

mos 4 métodos:

1. Naive Bayes (comando weka.classifiers.NaiveBayes): implementa o classifica-
dor probabilistico bayesiano ingénuo, discutido na secao 30. Por default, usa
a distribuigao normal para modelar atributos numéricos, embora exista opgao

de estimativa de kernel;
2. arvore de decisao (comando weka.classifiers.j48.j48);

3. rede neural (comando weka.classifiers.neural.NeuralNetwork): é uma rede neural
que usa backpropagation para treinar. O nimero de camadas escondidas uti-

lizada é a = (atributos + classes)/2;

4. k-médias (comando weka.clusteres.SimpleKMeans): algoritmo de clusterizacao.

A questao de desempenho na predicao de classes baseada em dados limitados
¢ interessante, mas ainda controversa. Dentre as diferentes técnicas, a validacao
cruzada (crossvalidation) tem predominado e é provavelmente o método de avaliacio

de escolha na maioria das situages praticas onde os dados sao limitados.

O ambiente Weka conta com alguns parametros para medir custo de erros, ou
seja, avaliar e quantificar o desempenho dos classificadores [41], explicados a seguir

(maiores detalhes!):

1. TP rate (TP = true positives): da a taxa de classificagdes corretas da classe

em questao.

2. FP rate (FP = false positives): d4 a taxa de classificacdes incorretas da classe

em questao.

3. Precision (P): é definida como o nimero de amostras corretamente classifica-
das como positivas dividido pelo nimero total de amostras classificadas como

positivas.

lhttp://www. gsi.dit.upm.es/ Issii/soft/papr/weka/doc/weka.classifiers. Evaluation.html
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4. Recall (R): é definida como o nimero de amostras corretamente classificadas

como positivas dividido pelo nimero total de amostras positivas.

2xPxXR

5. F-measure = <53

Exemplificando os conceitos acima, suponha a matriz de confuséo (Tabela D.1):

Tabela D.1: Exemplo de uma matriz de confusdo relacionando o nimero de amostras com o re-
sultado de classifica¢@o, dadas as classes C1 e C2
Classe | C1 | C2 | > ) ha

Cl |533] 79 | 612
C2 |276| 99 | 375
S e | 809 | 178 | 987

Dado um classificador, o ambiente Weka produz os seguintes parametros de saida
(Tabela D.2):

Tabela D.2: Precisio detalhada por classe considerando as 10 caracteristicas mais relevantes
TP Rate | FP Rate | Precision | Recall | F-Measure | Class
0.871 0.736 0.659 0.871 0.75 C1
0.264 0.129 0.556 0.264 0.358 C2

Assim, TP=0.871 é resultado de 533 / (533 + 79) a partir dos valores da primeira
linha da matriz de confusdo. J4 FP=0.736 é resultado de 276 / (276 + 99) a partir
dos valores da segunda linha da matriz de confusao. O resultado ideal é que FP seja
zero. O valor de P = 0.659 para C1 é resultado de 533 / (533 + 276). O valor de R
= (0.871 para C1 é resultado de 533 / (533 + 79).

Seguem alguns testes considerando a estimativa de erro 10-fold crossvalidation
(métodos 1, 2 e 3) para um conjunto de 1055 imagens de 8 tipos de leucécitos di-
ferentes, levando em consideracao as 62 caracteristicas discutidas na se¢@o 5.7. As
classes serao representadas de acordo com o cédigo a seguir:

Baséfilo;
Eosinofilo;
Linfécito;
Mondcito;
Neutrdfilo;
LLC;

S N N
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6. Prolinfécito;

7. Hairy cell;
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D.3.1 Naive Bayes

=== Stratified cross-validation ===

=== Summary ===

Correctly Classified Instances 727 68.91 %
Incorrectly Classified Instances 328 31.09 %
Kappa statistic 0.6337

Mean absolute error 0.0775

Root mean squared error 0.2694

Relative absolute error 37.5842 %

Root relative squared error 83.9101 %
Total Number of Instances 1055

Tabela D.3: Precisdo detalhada por classe considerando 62 caracteristicas.

TP Rate | FP Rate | Precision | Recall | F-Measure | Class

0.909 0.018 0.69 0.909 0.784 0

0.868 0.063 0.605 0.868 0.713 1

0.63 0.07 0.768 0.63 0.692 2

0.685 0.074 0.514 0.685 0.587 3

0.58 0.006 0.966 0.58 0.724 4

0.715 0.038 0.761 0.715 0.737 5

0.809 0.048 0.442 0.809 0.571 6

0.771 0.04 0.581 0.771 0.663 7

Tabela D.4: Matriz de confus3o.

a c d e f g | h | «P | Classified as Correct
40 | 1 3 0 0 0 00| a = 019091%
4 1921 1 3 4 0 1 1|Db = 1] 86.79%
210179127 1 23 123129} ¢ = 2 | 63.03%
4 |1 13 174 0O 0 |15|1]d = 3| 68.52%
4 |56 6 (341142 1 02 ] e = 4 | 57.96%
3121231 0O [108{ 8 16| f = 5171.52%
110 2 3 0 3 138|10 ] ¢g = 6 | 80.85%
0|0 6 2 0 7 1 |54]| h = 7| 77.14%
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D.3.2 Arvore de decisio

=== Stratified cross-validation ===

=== Summary ===

Correctly Classified Instances 877 83.128 %
Incorrectly Classified Instances 178 16.872 %
Kappa statistic 0.7946

Mean absolute error 0.0479

Root mean squared error 0.1974

Relative absolute error 23.217 %

Root relative squared error 61.4774 %

Total Number of Instances 1055

Tabela D.5: Precisdo detalhada por classe considerando 62 caracteristicas.

TP Rate | FP Rate | Precision | Recall | F-Measure | Class

0.818 0.014 0.72 0.818 0.766 0

0.792 0.016 0.848 0.792 0.82 1

0.842 0.079 0.797 0.842 0.818 2

0.815 0.012 0.889 0.815 0.85 3

0.927 0.028 0.908 0.927 0.917 4

0.788 0.033 0.799 0.788 0.793 5

0.809 0.012 0.76 0.809 0.784 6

0.657 0.012 0.793 0.657 0.719 7

Tabela D.6: Matriz de confusio

a|b c d| e f | g | h | «P | Classified as Correct
36| 2 5 0 1 0 010} a = 0 81.82%
3 (8| 2 0} 14 3 0O]]0]Db = 1179.25%
31112396 4 16 1 8 | 7 | ¢ = 2| 84.15%
310 11 |88 1 2 211 ]d = 3| 81.48%
2 1101 2 1 (227 2 011 e = 4| 92.65%
211123 |1 2 (119101 3| f = 5| 78.81%
011 3 3 0 2 |38|0 | ¢g = 6 | 80.85%
11015 ]0 1 5 2 /46| h = 716571%
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D.3.3 Rede neural

=== Stratified cross-validation ===

=== Summary ===

Correctly Classified Instances 962 91.1848 %
Incorrectly Classified Instances 93 8.8152 %
Kappa statistic 0.8928

Mean absolute error 0.0272

Root mean squared error 0.1362

Relative absolute error 13.1671 %

Root relative squared error 42.4385 %

Total Number of Instances 1055

Tabela D.7: Precisdo detalhada por classe considerando 62 caracteristicas.

TP Rate | FP Rate | Precision | Recall | F-Measure | Class
0.932 0 1 0.932 0.965 0
0.962 0.003 0971 0.962 0.967 1
0.891 0.047 0.875 0.891 0.883 2
0.907 0.006 0.942 0.907 0.925 3
0.976 0.016 0.948 0.976 0.962 4
0.894 0.017 0.9 0.894 0.897 5
0.851 0.011 0.784 0.851 0.816 6
0.771 0.009 0.857 0.771 0.812 7

Tabela D.8: Matriz de confusio
a| b c | d} e f | g | h | «P| Classified as Correct
411 0 1 0| 2 0O 0|0 a = 0]93.18%
01102 0 0| 4 0 |]0|O0|D = 11]96.23%
O 0 [253| 2| 2 1416 |7]|c = 2 | 89.08%
0 0 6 |98 2 0 |12]0|d = 3 190.74%
0| 2 1 2 (2391 0 | O |1 | e = 41 97.55%
0 1 9 {0 | 2 1353 |1]|f = 5| 89.40%
0] 0 4 |21 0 1 {400 | g = 6|8511%
0 0 150 1 0 | 0|54 | h = 71 77.14%
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D.3.4 K-médias

Tabela D.9: Desempenho do k-médias para os diferentes agrupamentos

Tabela D.10: Classes para agrupamentos considerando 62 caracteristicas.

Classe | amostra | acerto
0 164 16%
1 144 14%
2 176 17%
3 34 3%
4 125 12%
5 141 13%
6 171 16%
7 100 9%

0 1 2 3 4 5 6 7 | <P assigned to cluster
2 2 4 30 0 0 6 0 0
4 8 1 3 2 0 12 O 1
109 0 99 0 19 4 0 13 2
33 2 6 0 36 30 1 0 3
4 56 0 1 31 0 152 1 4
6 0 499 0 1 11 0 84 5
4 0 0 0 0 41 0 2 6
2 0 17 0 36 15 0 O 7

Tabela D.11: Nimero do cluster e correspondente conforme c6digo do leucécito
Cédigo do leucécito

Cluster

0

~N N R WD -

3

e R = S

IFSC-US

SERVI
P

CO DE BIBLIOTECA

INFORMACAOQ
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Seguem alguns testes considerando a estimativa de erro 10-fold crossvalidation
(métodos 1, 2 e 3) para um conjunto de 1055 imagens de 8 tipos de leucécitos
diferentes, levando em consideragéo as 10 caracteristicas mais relevantes, segundo
selector do Weka.

O método de selegao de caracteristicas adotado considera os critérios seguintes:

Filtro: filtro de selecdo de atributos;

Busca: bestfirst - busca o espago de subconjunto de atributos através do aumento
do nuimero de caracteristicas, ou seja, comega-se com um conjunto vazio de
atributos, que é acrescido sempre do atributo que garantiu maior taxa de

acerto;

Avaliador: avaliador de subconjunto por wrapper - avalia o conjunto de atributos
através do uso de um esquema de aprendizado. A validacao cruzada é usada

para estimar a precisao do esquema de aprendizagem;
Aprendizagem: Naive Bayes;

Estimativa de erro: 10-fold crossvalidation.

O cédigo das 10 caracteristicas selecionadas pelo Weka sdo 2, 3, 4, 14, 15, 35, 43,
53, 57, 61, que significam respectivamente: area do ntcleo, 4rea da maior bolota do
ntcleo, razao nucleo-citoplasma, correlagio na textura do niicleo, inércia na textura
com janela pequena do citoplasma, correlagdo na textura com janela grande do
citoplasma, skewness do canal G do citoplasma, média do canal B do citoplasma e

a energia do canal B do citoplasma.
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D.3.5 Naive Bayes

=== Stratified cross-validation ===

=== Summary ===

Correctly Classified Instances 884 83.7915 %
Incorrectly Classified Instances 171 16.2085 %
Kappa statistic 0.8031

Mean absolute error 0.0516

Root mean squared error 0.1827

Relative absolute error 25.0466 %

Root relative squared error 56.9151 %

Total Number of Instances 1055

Tabela D.12: Precisdo detalhada por classe considerando as 10 caracteristicas mais relevantes

TP Rate | FP Rate | Precision | Recall | F-Measure | Class

0.864 0.005 0.884 0.864 0.874 0

0.887 0.017 0.855 0.887 0.87 1

0.82 0.079 0.793 0.82 0.806 2

0.898 0.023 0.815 0.898 0.855 3

0914 0.012 0.957 0914 0.935 4

0.801 0.042 0.761 0.801 0.781 5

0.638 0.011 0.732 0.638 0.682 6

0.671 0.008 0.855 0.671 0.752 7

Tabela D.13: Matriz de confuséo

ai|b c d e f g | h | «f | Classified as Correct
38| 1 4 0 1 0 00| a = 0| 86.36%
01194 3 0 9 0 010]|Db = 1 | 88.68%
210 (233]10] O 25 |71 7| ¢ = 2 | 82.04%
210 7 197 0 0 210 d 3| 89.81%
1 [{13] 2 31224 2 010 ] e 4191.43%
01211261 O (1211 |0 | f = 5180.13%
00 5 7 0 4 1301 | g = 6| 63.83%
010]| 14 |1 0 7 1 147| h = 7167.14%
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D.3.6 Arvore de decisio

=== Stratified cross-validation ===

=== Summary ===

Correctly Classified Instances 852 80.7583 %
Incorrectly Classified Instances 203 19.2417 %
Kappa statistic 0.7666

Mean absolute error 0.0552

Root mean squared error 0.2081

Relative absolute error 26.7722 %

Root relative squared error 64.831 %

Total Number of Instances 1055

Tabela D.14: Precisio detalhada por classe considerando as 10 caracterfsticas mais relevantes.

TP Rate | FP Rate | Precision | Recall | F-Measure | Class

0.841 0.007 0.841 0.841 0.841 0

0.849 0.019 0.833 0.849 0.841 1

0.757 0.086 0.765 0.757 0.761 2

0.806 0.026 0.777 0.806 0.791 3

0.931 0.017 0.942 0.931 0.936 4

0.768 0.051 0.716 0.768 0.741 5

0.66 0.01 0.756 0.66 0.705 6

0.686 0.017 0.738 0.686 0.711 7

Tabela D.15: Matriz de confusio

a|b c | d| e f | g | h | «P| Classified as Correct
371 2 2 2 1 0 0| 0] a = 0 | 84.09%
2 19| 1 0 10 3 O[O0 Db = 1|84.91%
0|1 (215|12] 1 36 | 6 |13 ¢ = 21 75.70%
1|10 13 |87| 2 0 312 d = 31 80.56%
31121 0 1 1228 1 010 |e = 4 | 93.06%
113 ]28 1 0 |116] 1 1| f = 5176.82%
00 6 7 0 2 |31 1] ¢g = 6 | 65.96%
0|10 )]16 |2 0 4 048] h = 7| 68.57%
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D.3.7 Rede neural

=== Stratified cross-validation ===

=== Summary ===

Correctly Classified Instances 887 84.0758 %
Incorrectly Classified Instances 168 15.9242 %
Kappa statistic 0.8055

Mean absolute error 0.0463

Root mean squared error 0.1788

Relative absolute error 22.4307 %

Root relative squared error 55.6942 %

Total Number of Instances 1055

Tabela D.16: Precisdo detalhada por classe considerando as 10 caracteristicas mais relevantes.

TP Rate | FP Rate | Precision | Recall | F-Measure | Class

0.841 0.007 0.841 0.841 0.841 0

0.849 0.019 0.833 0.849 0.841 1

0.757 0.086 0.765 0.757 0.761 2

0.806 0.026 0.777 0.806 0.791 3

0.931 0.017 0.942 0.931 0.936 4

0.768 0.051 0.716 0.768 0.741 5

0.66 0.01 0.756 0.66 0.705 6

0.686 0.017 0.738 0.686 0.711 7

Tabela D.17: Matriz de confusio.

alb c d e f g | h | «p | Classified as Correct
36 | 2 2 1 3 0 0]0] a = 0] 81.82%
3 193] 2 0 8 0 0101 Db = 1| 87.74%
1 (2 ]246| 1 2 18 1 7| 7| ¢ = 2| 86.62%
10 4 199 2 0 210 | d = 3(91.67%
317 0 4 (231 O 00| e = 4 | 94.29%
1 {3331 1 10811 |3 | f = 51 71.52%
001213 0 0 [32|0 | g = 6 | 68.09%
0101 19]0 2 3 4 {42 | h = 7 | 60.00%
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D.3.8 K-médias

Tabela D.18: Desempenho do k-médias para os diferentes agrupamentos

Classe | amostra | acerto
0 152 14%
1 121 11%
2 208 20%
3 41 4%
4 116 11%
5 150 14%
6 125 12%
7 151 14%

Tabela D.19: Classes para agrupamentos considerando as 10 caracteristicas mais relevantes.

0 1 2 3 4 5 6 7 | assigned to cluster
0 1 4 36 3 0 O 0 0
1 8 1 1 6 0 9 0 1
1Mo 1 133 0 0 11 0 29 2
30 4 2 0 9 0 3
0 18 2 2 106 0 116 1 4
9 3 9 0 1 2 0 117 5
0 0 10 0 0 3 0 3 6
19 1 45 0 0 4 0 1 7

Tabela D.20: Nimero do cluster e correspondente conforme cédigo do leucécito

Cluster | Cédigo do leucécito
0 2
1 1
2 7
3 0
4 sem classe
5 3
6 4
7 5




Apéndice E

Artigos publicados sobre este projeto de
doutorado

Listam-se abaixo, os artigos submetidos e aceitos para publicacdo, incluindo resumos

e textos completos:

1. Resumo: Diferenciacio de leucécitos por computador (Hemato 2001);
2. Resumo: Automatic leukemia diagnosis (CSBMM 2001);
3. Artigo: Automatic leukemia diagnosis (Acta Microscopica 2003);

4. Artigo: Chromatin texture characterization using multiscale fractal dimen-
sion (DSP 2002);

9. Resumo: Diagnéstico de leucemia por computador (Workshop LADI 2002);

6. Resumo: Clusterizacdo de dados de leucécitos usando modelo superpara-
magnético (Escola de Computagao de Alto Desempenho para Sistema Com-

plexos);

7. Resumo: Feature selection methods applied to multiscale texture (SIBGRAPI
2003);

8. Resumo: Texture approach to leukocyte recognition (ICOBICOBI 2003);

9. Artigo: Texture approach to leukocyte recognition (Real-Time Imaging
2004); |
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10. Artigo: Toward leukocyte recognition using morphometry, texture and color
(ISBI 2004) - premiado;

11. Resumo: Fast image segmentation: quantitative evaluation and image app-
lication (SIBGRAPI 2004);
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