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Resumo

O aprendizado de méquina consiste de conceitos e técnicas que permitem aos computado-
res melhorar seu desempenho com a experiéncia, ou, em outras palavras, “aprender” com
dados. Um dos principais tépicos do aprendizado de maquina é o agrupamento de dados
que, como o nome sugere, procura agrupar os dados de acordo com sua similaridade.
Apesar de sua definicao relativamente simples, o agrupamento é uma tarefa computaci-
onalmente complexa, tornando proibitivo o emprego de algoritmos exaustivos, na busca
pela solugao 6tima do problema. A importancia do agrupamento de dados, aliada aos seus
desafios, faz desse campo um ambiente de intensa pesquisa. Também a classe de feno-
menos naturais conhecida como comportamento coletivo tem despertado muito interesse.
Isso decorre da observacao de um estado organizado e global que surge espontaneamente
das interagoes locais presentes em grandes grupos de individuos, caracterizando, pois, o
que se chama auto-organizagao — ou “emergéncia”’, para ser mais preciso. Os desafios
intrinsecos e a relevancia do tema vém motivando sua pesquisa em diversos ramos da
ciéncia e da engenharia. Ao mesmo tempo, técnicas baseadas em comportamento coletivo
vém sendo empregadas em tarefas de aprendizado de maquina, mostrando-se promisso-
ras e ganhando bastante atencao. No presente trabalho, objetivou-se o desenvolvimento
de técnicas de agrupamento baseadas em comportamento coletivo. Faz-se cada item do
conjunto de dados corresponder a um individuo, definem-se as leis de interacao local,
e entao os individuos sao colocados a interagir entre si, de modo que os padroes que
surgem reflitam os padroes originalmente presentes no conjunto de dados. Abordagens
baseadas em dindmica de troca de energia foram propostas. Os dados permanecem fixos
em seu espaco de atributos, mas carregam certa informagao — a “energia” —, a qual é
progressivamente trocada entre eles. Os grupos sao estabelecidos entre dados que tomam
estados de energia semelhantes. Este trabalho abordou também o aprendizado semissu-
pervisionado, cuja tarefa é rotular dados em bases parcialmente rotuladas. Nesse caso,
foi adotada uma abordagem baseada na movimentagao dos proprios dados pelo espago de
atributos. Procurou-se, durante todo este trabalho, nao apenas propor novas técnicas de
aprendizado, mas principalmente, por meio de muitas simulagoes e ilustracoes, mostrar
como elas se comportam em diferentes cenarios, num esforco em mostrar onde reside a

vantagem de se utilizar a dinamica coletiva na concepgao dessas técnicas.
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Abstract

Machine learning consists of concepts and techniques that enable computers to improve
their performance with experience, i.e., enable computers to “learn” from data. Data
clustering (or just clustering) is one of its main topics, which aims to group data ac-
cording to their similarities. Regardless of its simple definition, clustering is a complex
computational task. Its relevance and challenges make this field an environment of in-
tense research. The class of natural phenomena known as collective behavior has also
attracted much interest. This is due to the observation that global patterns may spon-
taneously arise from local interactions among large groups of individuals, what is know
as self-organization (or “emergence”). The challenges and relevance of the subject are
encouraging its research in many branches of science and engineering. At the same time,
techniques based on collective behavior are being employed in machine learning tasks,
showing to be promising. The objective of the present work was to develop clustering
techniques based on collective behavior. Each dataset item corresponds to an individual.
Once the local interactions are defined, the individuals begin to interact with each other.
It is expected that the patterns arising from these interactions match the patterns orig-
inally present in the dataset. Approaches based on dynamics of energy exchange have
been proposed. The data are kept fixed in their feature space, but they carry some sort of
information (the “energy”), which is progressively exchanged among them. The groups are
established among data that take similar energy states. This work has also addressed the
semi-supervised learning task, which aims to label data in partially labeled datasets. In
this case, it has been proposed an approach based on the motion of the data themselves
around the feature space. More than just providing new machine learning techniques,
this research has tried to show how the techniques behave in different scenarios, in an
effort to show where lies the advantage of using collective dynamics in the design of such

techniques.

Keywords: clustering; semi-supervised learning; machine learning; collective behavior;
swarms; collective motion; flocking; emergence; self-organizing systems; data analysis;

complex systems.
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Capitulo 1

Introducao

Tecnologias de aquisi¢cao de dados tém avangado muito nos tltimos anos, disponibilizando
quantidades massivas de dados nas diversas areas da ciéncia e da industria. Tecnologias
capazes de processar todo esse volume de dados, porém, nao tém acompanhado no mesmo
ritmo. Logo, torna-se imprescindivel o desenvolvimento e aprimoramento de ferramentas
automatizadas e inteligentes capazes de processar esse alto volume de dados.

Resumidamente, o aprendizado de mdquina é o campo responsavel pelo desenvolvi-
mento dos métodos que tornam os computadores capazes de aperfeicoar seu desempenho,
em determinada tarefa, através de exemplos ou experiéncias anteriores (Mitchell, |1997;
Alpaydin|, |2004; Bishop), [2006; Faceli et al.,; 2011). Em outras palavras, como o préprio
nome sugere, ¢ o campo responsavel por tornar os computadores capazes de “aprender”
com os dados adquiridos. Vastas sao suas aplicacoes, dentre as quais: mineracao de dados,
reconhecimento de faces e fala, e robdtica (Mitchell, |[1997; |Alpaydin, 2004; |Bishop, [2006;
Faceli et al., [2011)).

Os métodos de aprendizado podem ser divididos em supervisionado e nao-supervisionado
(Mitchell, 1997; Hastie et al., 2001; Alpaydin, 2004; Bishop), [2006; [Faceli et al., [2011). Ta~
refas de classificagdo enquadram-se no aprendizado supervisionado (conhecido também
como aprendizado preditivo). Nelas, trabalha-se com colegbes de dados (também cha-
mados objetos, observagades, instancias ou itens) previamente classificados. O objetivo
é encontrar uma funcgao a ser posteriormente empregada para classificar novos dados,
com base nos antigos ja classificados. A essa funcao é dado o nome de classificador, e
representa uma superficie de decisao que separa as diferentes classes.

O aprendizado nao-supervisionado (ou aprendizado descritivo), por sua vez, parte de
colegoes de objetos nao-rotulados, onde classes nao estao previamente estabelecidas. O
objetivo é descobrir padroes que regem a distribuicao desses objetos. O agrupamento
de dados (clustering, ou simplesmente agrupamento) figura como uma das tarefas de
aprendizado nao-supervisionado e, como o nome sugere, procura agrupar os objetos de
acordo com sua similaridade (Jain et al [1999; Xu & Wunsch 11}, [2005; Faceli et al., 2011)).

Embora o objetivo parega simples — agrupar os objetos de acordo com sua similaridade



—, 0 agrupamento é, na verdade, um problema computacionalmente complexo, sendo
conhecido como um problema de otimizagao (Jain et al.l |1999; Xu & Wunsch 11, [2005;
Faceli et al.,[2011)). Tal complexidade torna proibitivo o emprego de algoritmos exaustivos,
baseados em forca bruta, na busca pela solugao 6tima do problema. Nao bastando, a
propria definigdo do qué é a tarefa de agrupamento é um tanto informal e subjetiva (Jain
et al.l |1999; Xu & Wunsch 11 2005; Faceli et al [2011). Isso tudo conduz a existéncia
de uma diversidade de algoritmos propostos para agrupamento de dados. Esse assunto é
discutido em detalhes no Capitulo [2]

O aprendizado pode ainda ser denominado semissupervisionado (Seeger, 2002; Cha~
pelle et al.| 2006a; [Zhu|, [2008; [Zhu & Goldberg, [2009; [Silva & Zhaol 2012b). Aqui, parte-se
de uma mistura de alguns dados rotulados (classificados) em meio a muitos nao-rotulados.
Muitos dos problemas reais caem nessa configuracao, pois a rotulacao de dados costuma
ser uma tarefa onerosa e tipicamente requer a intervenc¢ao de profissionais especialistas.
Objetiva-se classificar os dados nao-rotulados em func¢ao dos rotulados e do proprio padrao
de distribuicao dos nao-rotulados.

Diversos sistemas naturais, como colonia de formigas, revoada (de passaros) e cardume
(de peixes), exibem caracteristicas de comportamento coletivo, onde as agbes de cada
individuo sao influenciadas pelas agoes dos demais numa populagdo (Bonabeau et al.|
1999; [Kennedy & Eberhart, 2001; Engelbrecht, 2006; Vicsek & Zafiris, 2010). A partir
desse comportamento coletivo, sob determinadas circunstancias, emerge-se um estado
de ordem evidente, resultado de uma auto-organiza¢ao. Tais caracteristicas coletivas
oferecem a esses seres a capacidade de, por exemplo, explorar com bastante eficiéncia em
busca de alimentos.

Nas ultimas décadas, problemas complexos passaram a ser resolvidos através de metéa-
foras de sistemas naturais (Bonabeau et al.,|1999; |Kennedy & Eberhart|, 2001} Engelbrecht,
2006). Em especial, ha na literatura casos bem-sucedidos de metéaforas baseadas em com-
portamento coletivo, empregadas justamente na solucao de problemas de agrupamento
de dados. Alguns desses trabalhos sdo apresentados no Capitulo [3] Ainda assim, nao
s6 a compreensao dos mecanismos que fazem dos sistemas naturais tao eficientes, como
também o modo de construir sistemas computacionais a partir de metaforas dos sistemas

naturais, ainda representam um grande desafio.

1.1 Motivacao e objetivos

Este trabalho toma a hipotese de que sistemas dindmicos baseados em comportamento
coletivo sao um mecanismo poderoso na soluc¢ao de uma ampla classe de problemas com-
putacionais complexos, o que inclui as tarefas do aprendizado de méquina, cujas solucoes
6timas ndo podem ser obtidas exaustivamente (por forca bruta), mas admitem solugoes

boas.



No campo do agrupamento de dados, é constante a demanda por novos e melhores
algoritmos (Jain et al., [1999; Xu & Wunsch 11 2005)). Tratando-se de uma tarefa um
tanto subjetiva, o agrupamento tipicamente nao possui solu¢ao tnica. Diferentes solugoes
sao adequadas para diferentes propositos (ver Capitulo . Mesmo apoés estabelecido um
critério para determinada tarefa (critério de agrupamento), sua complexidade computa-
cional impede a existéncia de algoritmo que resulte, eficientemente, na solugao 6tima do
problema. E novas tecnologias geram tarefas mais complexas e desafiadoras, requerendo
algoritmos cada vez mais poderosos.

Quanto aos estudos sobre comportamento coletivo e auto-organizacao, é crescente seu
interesse nas diversas ciéncias (Vicsek et al., (1995} Toner & Tuj, 1995, |1998; Bonabeau
et al., [1999; Heylighen| 1999; Kennedy & Eberhart, [2001} Engelbrecht, [2006; |Chaté et al.|
2008; Banzhaf, 2009; Ginelli et al., |2010; Menon, [2010; Ramaswamyl 2010; [Vicsek &
Zafiris, 2010; [Ngo et al.| |2012; Peshkov et al., [2012; Sumino et al., 2012; [Toner, [2012a,b)).
O comportamento coletivo ajuda a explicar a complexidade presente em diversos sistemas
naturais. Ainda assim, muitas de suas questoes fundamentais estdo abertas e sendo
exploradas. Uma delas ¢ a relagao entre as interacoes em escala local que originam os
padroes organizados em escala global. Nao é possivel “programar” diretamente o padrao
global, ele “emerge” das interagoes locais entre os individuos.

Abordagens baseadas em comportamento coletivo ja vém sendo aplicadas em proble-
mas computacionais complexos. Por um lado, costuma ser impraticavel a busca pela
solugao 6tima desses problemas, exceto em casos muito restritos. Por outro, os sistemas
dindmicos baseados em comportamento coletivo oferecem maneiras naturais e eficientes
de atingir boas solugoes para esses problemas (ver Capitulo [3)).

O presente trabalho de mestrado teve como objetivo o desenvolvimento de técnicas
de agrupamento baseadas em comportamento coletivo e auto-organizacao. Essas técnicas
tomam como entrada um conjunto de objetos — os dados. Faz-se cada objeto corresponder
a um individuo do sistema. Os objetos sao entao colocados a interagir uns com os outros,
de modo que os grupos aparecam a partir de uma organizacao promovida por eles proprios.

Adotaram-se abordagens em que os objetos sao mantidos fixos em seu espago de atri-
butos, mas carregam certo tipo de “energia” (ou informagao). Essa energia vai sendo
gradualmente trocada entre eles. Ao final, os grupos sao estabelecidos entre aqueles ob-
jetos que tomam estados de energia semelhantes.

As técnicas foram analisadas em diferentes cenarios, ou seja, executaram-se as téc-
nicas em diferentes bases de dados, cada qual procurando explorar alguns dos aspectos
comumente encontrados na literatura de agrupamento. Por exemplo, bases de dados com
classes sobrepostas, classes alongadas e de diferentes formas, classes desbalanceadas e de
diferentes extensoes, com ruido em meio aos dados etc. Tudo isso permitiu realgar as
potencialidades e as limitacoes das técnicas aqui propostas.

A visualizacao dos dados e, mais ainda, a visualizagdo da dinamica no processo de



formacao dos grupos, sao fundamentais para a compreensao das técnicas e representam
um desafio por si s6. Nesse sentido, procurou-se explorar diferentes formas de visualizacao
e diferentes medidas que reflitam a evolugao de certas caracteristicas presentes na dindmica
das técnicas desenvolvidas neste trabalho.

Foi também abordada a tarefa do aprendizado semissupervisionado. A técnica aqui
desenvolvida, entretanto, adota uma abordagem um pouco diferente: os proprios dados
se movimentam pelo espaco de atributos, guiados por forcas que os objetos rotulados
impoem sobre os nao-rotulados, na intencao de propagar seus rotulos. Foram realizadas
a analise de parametros, simulagoes extensivas em diferentes bases de dados e compara-
¢ao com outras técnicas de aprendizado semissupervisionado. Foram também exploradas
formas de visualizar sua dinamica em diferentes cenarios, realcando suas potencialidades

e limitagoes.

1.2 Organizagao do documento

No Capitulo[2], é exposto o problema de agrupamento de dados, trazendo conceitos impor-
tantes e desafios que esse campo carrega. Nesse mesmo capitulo, é realizada uma breve
discussao sobre a tarefa de aprendizado semissupervisionado. No Capitulo [3], ¢ realizada
uma discussao sobre os sistemas naturais caracterizados por comportamento coletivo e
auto-organizacao, e sobre a metafora dos sistemas naturais na solucao de problemas com-
putacionais complexos. Alguns trabalhos relacionados, ou seja, algoritmos baseados em
comportamento coletivo para agrupamento de dados sao também relatados. As técnicas
desenvolvidas durante este trabalho de mestrado sdo apresentadas nos Capitulos [4] [f] e
6l Por fim, no Capitulo [7] sao colocadas as conclusoes e direcionamentos para trabalhos

futuros.



Capitulo 2
Agrupamento de dados

O agrupamento de dados, tarefa de aprendizado nao-supervisionado, procura agrupar os
objetos de acordo com sua similaridade. Tal defini¢ao, um tanto informal, esta associada
ao chamado critério de agrupamento e é discutida na se¢ao seguinte. Pelas demais secoes,
sao tratados os assuntos de medidas de similaridade, algoritmos de agrupamento e critérios
de validagao. Sao discutidos os desafios do campo de agrupamento de dados, mostrando a
complexidade do problema de agrupamento, e enfatizando que a subjetividade presente na
interpretacao do qué € um grupo leva a uma multiplicidade de algoritmos e conceitos. Por
fim, é apresentada a tarefa de aprendizado semissupervisionado, com uma breve discussao

de seus conceitos e técnicas.

2.1 Definicao e critério de agrupamento

Informalmente, a tarefa de agrupamento de dados (clustering) pode ser entendida como:
dado um conjunto nao-classificado de objetos, encontrar a melhor particao desse conjunto,
de modo que objetos de um mesmo grupo (cluster) sejam mais similares entre si que
objetos de grupos distintos (Jain et all [1999; |Xu & Wunsch 11, 2005; |Faceli et al., [2011)).
Mas o que significa ser mais similar? Para responder essa pergunta, é necessario introduzir
o conceito de critério de agrupamento.

Considere a Figura[2.1 Em (a), (c) e (e) sao mostradas trés diferentes distribui¢oes de
objetos, enquanto em (b), (d) e (f) sdo mostradas, respectivamente, as classes que origi-
naram tais distribui¢bes. Espera-se que o agrupamento de (a), (c) e (e) resulte, ao menos
aproximadamente, em grupos correspondentes as classes de (b), (d) e (f). Importante
notar que um algoritmo de agrupamento nao conheceria, evidentemente, essas classes.
Mas, novamente, o que caracteriza a similaridade entre os objetos nesses trés diferentes
conjuntos? Sera que um mesmo conceito de similaridade poderia ser usado para os trés

conjuntos?

Segundo [Jain et al.| (1999),
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Figura 2.1: Diferentes distribui¢oes de dados em um espago bidimensional. (a): Dois grupos
espalhados ao redor de um ponto, sendo que o da direita abrange uma area maior. (c): Objetos
distribuidos por dois arcos entrelagados. (e): Objetos distribuidos por dois anéis sobrepostos.
(b), (d) e (f): Classes correspondentes as distribuigdes em (a), (c) e (e), respectivamente.



“There is no clustering technique that is universally applicable in uncovering
the variety of structures present in multidimensional data sets. (...) Not all
clustering techniques can uncover all the clusters present here' with equal fa-
cility, because clustering algorithms often contain implicit assumptions about
cluster shape or multiple-cluster configurations based on the similarity measu-

res and grouping criteria used.”
Segundo Xu & Wunsch 11| (2005),

“Nonpredictive clustering is a subjective process in nature, which precludes an
absolute judgment as to the relative efficacy of all clustering techniques. As
pointed out by Backer & Jain| (1981), “n cluster analysis a group of objects
18 split up into a number of more or less homogeneous subgroups on the basis
of an often subjectively chosen measure of similarity (i.e., chosen subjectively
based on its ability to create “interesting” clusters), such that the similarity
between objects within a subgroup is larger than the similarity between objects

20

belonging to different subgroups’.
Segundo Faceli et al. (2011]),

“(...) Embora a ideia do que constitui um cluster seja intuitiva (grupos de ob-
jetos similares), nao existe uma defini¢ao formal tnica e precisa para esse con-
ceito. Ao contrério, existe uma grande variedade de defini¢oes na literatura.
Isso é resultado da grande diversidade de visoes/objetivos dos pesquisadores de

diferentes areas que utilizam /desenvolvem algoritmos de agrupamento. (...)"

Ou seja, o conceito de similaridade entre objetos é algo subjetivo. Por exemplo, seja
novamente a Figura[2.1] Alguém poderia dizer que a similaridade entre os objetos é carac-
terizada pela distancia que os separa, sendo que objetos mais proximos sao mais similares.
Tudo bem, mas é possivel observar que, em todas as trés distribuicoes mostradas na fi-
gura, ha pares de objetos muito proximos mas que sao provenientes de classes distintas,
e ha pares muito distantes cujos objetos sao provenientes de uma mesma classe. Faceli

et al.| (2011)) trazem algumas defini¢oes comuns para cluster, dentre elas:

Cluster bem separado. Um cluster é um conjunto de objetos tal que qualquer objeto em
um determinado cluster esta mais proximo (é mais similar) a cada outro objeto nesse
cluster do que a qualquer objeto que nao pertence a ele. Nenhuma das distribuicoes

da Figura [2.1] pertence a esta categoria.

Cluster baseado em centro. Um cluster é um conjunto de objetos tal que qualquer

objeto em um determinado cluster estd mais proximo ao centro desse cluster do

!Uma figura na qual sio mostradas algumas distribuicoes de objetos.
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que ao centro de qualquer outro cluster. Na Figura (a), tomando os centros
dos clusters como os pontos ao redor dos quais os objetos sao distribuidos, essa
configuracao pertence, aproximadamente, a categoria de cluster baseado em centro.
Aproximadamente porque, devido ao grupo da direita abranger uma area maior,

seus objetos de fronteira acabam ficando mais perto do centro do outro grupo.

Cluster continuo ou encadeado. Um cluster é um conjunto de objetos tal que qual-
quer objeto em um determinado cluster esta mais proximo a um ou mais objetos
nesse cluster do que a qualquer objeto que nao pertence a ele. A distribuicao da
Figura[2.1)c) pertence a esta categoria.

Cluster baseado em densidade. Um cluster é uma regiao densa de objetos, separada de
outras regioes de alta densidade por regioes de baixa densidade. As distribuigoes

das Figuras[2.1[a) e (c) pertencem a esta categoria.

O critério de agrupamento é, pois, o critério usado para decidir quando dois objetos
devem ou nao pertencer ao mesmo grupo. Sua subjetividade impede que haja uma defi-
ni¢ao formal para a tarefa do agrupamento de dados. No entanto, uma vez definido um
critério, a tarefa do agrupamento se torna encontrar a particao dos dados que melhor
satisfaca o critério escolhido. Define-se assim uma fun¢ao-objetivo, e a tarefa se torna

minimizar (ou maximizar) essa fungao.

2.2 O tamanho do problema

Uma vez definido um critério de agrupamento e, consequentemente, uma fungao-objetivo
a ser minimizada/maximizada, pode-se indagar se um modo simples de resolver o pro-
blema de agrupamento nao seria gerar todas as possiveis parti¢oes, avaliar cada uma, e
entao escolher a melhor. A quantidade de partigdes possiveis para um conjunto contendo

n objetos é igual ao n-ésimo Bell number B,, dado pela seguinte expressao recursiva
(Wolfram MathWorld, 2013)):

By=1 (2.1)
Byt = kz; (Z) B, (2.2)

Para se ter uma ideia da dimensao do problema, suponha um conjunto singelo com
40 objetos. A quantidade de particoes possiveis para esse conjunto ultrapassa® 10%.

Assumindo-se uma méaquina capaz de avaliar 10'° partigoes por segundo (muito mais

2The First 1000 Bells numbers. Pégina da Web. http://www.dnull.com/bells/bell1000.html.
Acessada em 10/05/2013.
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poderosa que as maquinas do nosso dia-a-dia), e sabendo-se que um ano possui aproxi-
madamente 3,2 - 107 segundos, essa maquina demandaria mais de 10’7 anos para avaliar
todas as parti¢oes! Fica evidente a inviabilidade de algoritmos baseados em for¢a bruta,
que avaliam todas as possiveis parti¢oes a fim de escolher a melhor.

De fato, o agrupamento de dados é um problema complexo, NP-dificil, sendo conside-
rado um problema de otimizagao (Jain et al. [1999; Xu & Wunsch I, 2005; Faceli et al.)
2011). Tal caracteristica praticamente proibe o emprego de técnicas exaustivas, baseadas
em forca bruta, e também explica a diversidade de algoritmos existentes para trabalhar

com agrupamento de dados.

2.3 Medidas de similaridade

As medidas de similaridade estao diretamente relacionadas com os critérios de agrupa-
mento e também constituem um ponto de partida para os algoritmos. Elas informam
a semelhanca entre dois objetos, entre dois clusters, ou entre um objeto e um cluster.
No caso da similaridade entre objetos, essas medidas dependem também dos tipos de
atributos que os caracterizam (qualitativos, quantitativos, ... ).

Vale destacar, como exemplo, uma métrica de similaridade — ou melhor, dissimi-
laridade — entre dois objetos cujos atributos sao numéricos e continuos: a métrica de
Minkowski d,(x;,%;) (Jain et al., 1999; Faceli et al., [2011):

1
D ’
dp(xi,%;) = (Z | — ﬂfj,k!p) (2.3)
k=1

onde x; e x; se referem aos objetos, z;, e x;; se referem aos valores de cada objeto
para o atributo k, e D se refere & dimensionalidade dos objetos, ou seja, a quantidade de
atributos que os caracterizam. Trata-se, como se pode ver, de uma classe de medidas em
funcao do parametro p. Para alguns valores de p, tais medidas recebem nomenclaturas

especiais:
e p = 1: distancia de Manhattan, ou bloco-cidade;
e p = 2: distdncia euclidiana, sendo esta a mais popular;

e p — oo: distancia de Chebyschev, ou supremum.

2.4 Algoritmos de agrupamento

Todos os algoritmos fundamentam-se em algum critério de agrupamento (Jain et al.|
1999; Xu & Wunsch II, 2005} [Faceli et al., 2011). Sao, pois, diversos os algoritmos de

agrupamento encontrados na literatura.



Os algoritmos de agrupamento de dados costumam ser classificados em hierdrquicos e
particionais (Jain et all [1999; |Xu & Wunsch I, 2005; Faceli et al., 2011). Um algoritmo
hierarquico agrupa os objetos segundo uma sequéncia (hierarquia) de parti¢oes, desde
aquela que atribui um cluster distinto para cada objeto até aquela que confina todos os
objetos num tnico cluster. Ja um algoritmo particional divide diretamente o conjunto
de objetos num certo nimero de clusters. Ou seja, enquanto os algoritmos hierarquicos
resultam numa hierarquia de partigoes, os algoritmos particionais resultam numa tnica
particao.

Os algoritmos de agrupamento hierarquicos sao, por sua vez, classificados em aglo-
merativos e divisivos (Jain et al., [1999; Xu & Wunsch II, [2005; |Faceli et al., 2011). A
essencial diferenca entre eles é a ordem da sequéncia de particoes. Enquanto os algorit-
mos aglomerativos iniciam com uma particao que atribui um cluster distinto para cada
objeto, os algoritmos divisivos seguem o caminho contrario, iniciando com uma parti¢cao
que confina todos os objetos num tnico cluster.

Xu & Wunsch 11| (2005), em seu survey sobre algoritmos de agrupamento, classifica-os

da seguinte forma:
e Hierarquico
— Aglomerativo. Dentre seus representantes: single linkage, complete linkage e
average linkage.
— Divisivo. Um desses algoritmos, desenvolvido por |Oliveira (2008]), é apresen-
tado na Secao [3.2.3
e Particional
— Baseado em erro quadratico, tendo o k-médias como principal representante
(apresentado a seguir).

— Baseado em fungao densidade de probabilidade (probability density function,
ou simplesmente pdf), tendo o expectation-mazimization como um de seus

representantes (Dempster et al.l [1977).

e Outras abordagens, ora hierarquicas, ora particionais. Aqui sao enquadrados os
algoritmos baseados em grafo, em otimizagao combinatoéria, em redes neurais artifi-

ciais, em densidade (como o DBSCAN, apresentado a seguir) etc.

Descrevem-se, a seguir, alguns dos algoritmos de agrupamento. Um representante de

trés diferentes categorias:
e k-médias (baseado em erro quadratico);

e um conjunto classico de algoritmos hierarquicos aglomerativos, que inclui o single

linkage, complete linkage e average linkage;
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e DBSCAN (baseado em densidade).

2.4.1 K-médias

O k-médias é um dos mais populares algoritmos de agrupamento (MacQueen, 1967} Lloyd,
1982; Hastie et al., [2001; Alpaydin, [2004; Xu & Wunsch II, [2009; Faceli et al., 2011).
Pertence a classe dos algoritmos particionais baseados em erro quadratico. Cada cluster
¢ denotado por seu centroide, ou seja, pelo vetor que representa a média de seus objetos.
O objetivo é entao encontrar K centroides que minimize o erro quadratico da particao
formada.

O centroide (mean) my de um cluster Cj, é definido como

1

XiECk

onde Ny, representa a quantidade de objetos (cardinalidade) do cluster Cj e x; representa
cada um dos objetos pertencentes a Cj.
Para alguma particao do conjunto de objetos, define-se o erro quadratico E como
sendo
K
E=>"Y"|x—m (2.5)
k=1 x;€C},
onde ||x; — my|| representa a distancia euclidiana entre x; e my.
O algoritmo k-médias oferece um procedimento iterativo para encontrar os K centroi-
des. Tal procedimento procura minimizar o erro quadratico intercalando-se duas opera-
goes: (1) atribuir cada objeto ao centroide mais proximo e (2) recalcular cada centroide.

No Algoritmo [I] € mostrado todo o procedimento do algoritmo k-médias.

Algoritmo 1 O algoritmo k-médias

Entrada: Um conjunto de dados (objetos) e um nimero K de clusters desejados.
Saida: Uma particao do conjunto de dados, onde cada objeto estd vinculado a um dos
K clusters.
1: Definir K centroides iniciais. Por exemplo, pode-se sortear K diferentes objetos e
entao posicionar os centroides sobre cada um desses objetos.
2: repita
3:  Atribuir cada um dos objetos ao centroide mais préximo, segundo alguma medida
de similaridade. Cada centroide denota um cluster. Uma escolha usual para a
similaridade é a distancia euclidiana.
. Reposicionar os centroides, conforme a Equagao
5. até nao houver alteracao na atribuicao dos objetos

O algoritmo k-médias é adequado para conjuntos que exibam clusters hiperesféricos

de tamanhos equivalentes ou clusters bem separados. Seu resultado é, entretanto, sensivel
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a configuracao inicial dos centroides. O algoritmo frequentemente fica preso em solucoes

sub-6timas.

2.4.2 Agrupamento hierarquico aglomerativo

Existe, na literatura, um conjunto de algoritmos classicos de agrupamento hierarquico
aglomerativo (Hastie et al., [2001; Alpaydin) [2004; Xu & Wunsch II, 2009; Faceli et al.|
2011). Como tais, o resultado desses algoritmos é uma hierarquia de partigoes, desde
aquela que atribui um cluster distinto para cada objeto, até aquela que confina todos os
objetos num tnico cluster.

No Algoritmo|[2], ¢ mostrado o procedimento comum aos algoritmos classicos de agrupa-
mento hierarquico aglomerativo. Pode-se observar, na linha[3] que é necessaria a defini¢ao
de alguma medida de similaridade entre clusters. Sao justamente as diferentes medidas
que caracterizam os diferentes algoritmos. A seguir, sao descritas trés dessas medidas,

caracterizando trés algoritmos distintos: single linkage, complete linkage e average linkage.

Algoritmo 2 Agrupamento hierarquico aglomerativo classico

Entrada: Um conjunto de dados (objetos).

Saida: Uma hierarquia de partigoes.
1: Atribuir um cluster distinto para cada objeto.
2: enquanto houver mais de um cluster faca
3:  Determinar a distancia entre todos os pares de clusters.
4:  Unir os dois clusters mais proximos, resultando num so.
5. fim enquanto

Single linkage. A distancia d(C;, C;) entre dois clusters C; e C; é dada pela distancia

entre os dois objetos mais préoximos, sendo um objeto de cada cluster. Ou seja,
d(C;, Cj) = min(d(xp, Xn)), VX € Ci, %, € Cj (2.6)

onde d(X,,,X,) representa a distancia entre dois objetos x,, e X, segundo alguma

medida de similaridade entre objetos, por exemplo, a distancia euclidiana.

Complete linkage. A distancia entre dois clusters é dada pela distancia entre os dois

objetos mais distantes, sendo um objeto de cada cluster. Ou seja,

d(C;, C)) = max(d(xm,xn)), Vx,, € Ci,x, € C; (2.7)

Average linkage. A distancia entre dois clusters é dada pela média das distancias de

todos os pares de objetos, sendo um objeto de cada cluster. Ou seja,

d(C;, C;) ’CHC‘ > d(xmxn) (2.8)

xXm €C; xpn €0
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3 clusters

X, X, X3 X; X5 Xg X7 Xg

Figura 2.2: Exemplo de um dendrograma. 8 objetos (x1,...,Xg) sdo agrupados segundo uma
hierarquia de parti¢bes. As linhas tracejadas cortam o dendrograma em trés diferentes particoes,
cada uma contendo um niimero diferente de clusters.

onde |C;| e |C}] denotam a quantidade de objetos dos clusters C; e C;, respectiva-

mente.

Uma hierarquia de particoes pode ser visualizada por uma estrutura chamada dendro-
grama. Na Figura[2.2] ¢ mostrado um exemplo de dendrograma. A partir dessa estrutura,
¢é possivel notar que a particao definitiva pode ser obtida escolhendo-se o ntimero desejado

de clusters e entao tomando-se a correspondente particao.

2.4.3 DBSCAN

DBSCAN (Density-Based Spatial Clustering of Applications with Noise), como seu nome
sugere, é um algoritmo de agrupamento baseado em densidade de objetos (Ester et al.|
1996; Xu & Wunsch 11, 2009)). Como tal, considera os clusters como sendo formados por
regioes densas de objetos e separados uns dos outros por regioes de baixa densidade.

A fim de definir os clusters, o DBSCAN faz uso de dois conceitos: alcancabilidade-
por-densidade (density-reachability) e conectividade-por-densidade (density-connectivity).
Seja

Ne(x) ={yld(x,y) <¢}, y#x (2.9)

onde d(x,y) ¢ a distancia ou dissimilaridade entre dois objetos x e y. Esse conjunto
¢ chamado de e-vizinhanca de x, e retine todos os demais objetos cuja distancia até x
¢ menor ou igual a um dado pardmetro €. Seja também |N.(x)| a cardinalidade desse
conjunto.

Um objeto y é dito ser alcanc¢dvel-por-densidade a partir de outro objeto x se existir

uma sequéncia finita de objetos x; = X, X»,X3,...,y tal que
1. x;41 € Ne(x5), e
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Figura 2.3: Os conceitos de alcangabilidade-por-densidade e conectividade-por-densidade.
Assume-se MinPts = 3. As linhas tracejadas delimitam a e-vizinhanga de alguns objetos. y;
e y2 sao objetos de borda e ambos sao alcangaveis-por-densidade a partir de um mesmo objeto
interior x. Portanto y; e y2 estao conectados-por-densidade. Ja o objeto z nao possui nenhum
vizinho, portanto é considerado ser um outlier.

2. |N.(x;)| > MinPts, onde MinPts é um parametro que informa o nimero minimo

de objetos que deveriam estar presentes na vizinhanca de x;.

De acordo com a condigao [2, os objetos deveriam conter um ntmero suficiente de vi-
zinhos (MinPts) dentro de um cluster. Um objeto que satisfaz essa condi¢ao ¢ chamado
de objeto interior (core object). Trata-se de um objeto numa regiao considerada suficien-
temente densa. Em contrapartida, ha outros dois tipos de objeto: objeto de borda (border
object) e outlier. Objetos que nao sdo interiores, mas que sao alcangaveis-por-densidade a
partir de outros objetos interiores, sao chamados de objetos de borda. Sao justamente os
objetos localizados nas bordas de um cluster. Por fim, objetos que nao sao nem interiores

nem de borda sao considerados outliers.

Uma vez que dois objetos de borda pertencentes a um mesmo cluster nao sao alcancaveis-
por-densidade um a partir do outro, é introduzido o conceito de conectividade-por-densidade.
Um objeto y; é dito estar conectado-por-densidade a outro objeto ys se existir um ob-
jeto x tal que y; e ys sejam ambos alcancaveis-por-densidade a partir de x. Dois ob-
jetos sao também considerados conectados-por-densidade caso ao menos um deles seja
alcangavel-por-densidade a partir do outro. Ilustram-se, na Figura os conceitos de

alcancabilidade-por-densidade e conectividade-por-densidade.

Por fim, o algoritmo DBSCAN estabelece um cluster a partir da seguinte condic¢ao:

Para qualquer par de objetos x; e x;, X; e X; pertencerao ambos a um mesmo

cluster C' se e somente se estiverem conectados-por-densidade um ao outro.

Assim, o algoritmo DBSCAN constroi os clusters a partir de objetos interiores, absorvendo

(agrupando) recursivamente todos os demais objetos em sua vizinhanga.
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2.5 Critérios de validacao

Qualquer algoritmo de agrupamento sempre encontraré clusters em qualquer conjunto de
dados (Jain et al., [1999; Xu & Wunsch II, 2005; Faceli et al., 2011). Contudo, resta saber
se a particao encontrada realmente reflete estruturas existentes nos dados, ou é apenas
um artefato do proprio algoritmo. Para tanto, critérios de validagao sao propostos a fim
de mensurar o quanto essas particoes refletem as estruturas possivelmente presentes nos
conjuntos de dados.

Sabe-se, entretanto, que a tarefa de agrupamento ¢é subjetiva e esta sempre fundamen-
tada em algum critério de agrupamento. Tal caracteristica acaba sendo propagada aos
algoritmos, que também sao fundamentados em algum critério de agrupamento. Ainda
assim, os critérios de validacao nao apenas sao tuteis, mas também necessarios. Desse
modo, a interpretacao de seus resultados deve sempre levar em conta as dependéncias en-
tre os diferentes algoritmos e os diferentes critérios de agrupamento. De acordo com [Faceli
et al.| (2011), os critérios de agrupamento influenciarao, de alguma forma, os critérios de
validacd@o, devendo estes (validacao) ser aplicados com cautela para assim produzir uma
medida significativa.

Alguns indices estatisticos sao propostos para avaliar de modo objetivo e quantitativo
os resultados de diferentes agrupamentos (Jain et al., [1999; Xu & Wunsch 11} [2005; Faceli
et al., 2011)). Esses indices sao classificados em trés categorias: relativos, internos e

externos:

Relativo. Compara diversos agrupamentos para decidir qual deles é o melhor em algum
aspecto. Pode ser utilizado para comparar diferentes algoritmos ou para determinar
o valor mais apropriado para um certo pardmetro de um algoritmo. Por exemplo,
um indice relativo pode ser utilizado na determinacao do niimero mais adequado
de clusters. Nesse caso, o algoritmo é executado para todos os possiveis niimeros
de clusters k. A relagdao entre o valor k e o valor do indice dird o nimero mais

apropriado de clusters existentes no conjunto de dados.

Interno. Mede o grau em que uma particao obtida por um algoritmo de agrupamento
representa uma estrutura realmente presente nos dados, levando em conta apenas o
proprio conjunto de dados. Claro que estes indices baseiam-se, por sua vez, em ou-
tras medidas, por exemplo o erro quadratico. Consequentemente, alguma suposicao

é feita com respeito a distribuigao dos dados.

Externo. Mede o quanto o agrupamento obtido confirma uma hipdtese pré-especificada.
Baseia-se em algum conhecimento prévio sobre os dados. Por exemplo, pode-se
comparar o resultado de um agrupamento com uma particao previamente conhecida

(classes previamente conhecidas).
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Vale descrever em maiores detalhes um desses indices: o indice Rand. Trata-se de
um indice externo bastante simples, porém muito util. Como tal, compara a particao

resultante do algoritmo com uma particao de referéncia, previamente conhecida. Sejam:

a: o numero de pares de objetos do mesmo cluster (algoritmo) e da mesma classe (refe-

réncia);

b: o ntimero de pares de objetos do mesmo cluster (algoritmo) mas de diferentes classes

(referéncia);

c¢: o nmero de pares de objetos de diferentes clusters (algoritmo) mas da mesma classe

(referéncia);

d: o nimero de pares de objetos de diferentes clusters (algoritmo) e de diferentes classes

(referéncia).
Entao o indice Rand R é dado por (Xu & Wunsch 11}, 2009; Faceli et al., 2011)

a+d
- - - 2.1
R a+b+c+d ( 0)

Notar que a+ b+ c+ d equivale ao niimero total de pares presentes no conjunto de dados.
Esse indice resulta em valores no intervalo [0;1]. Na pratica, contudo, valores muito
pequenos nao ocorrem. Até mesmo uma particao aleatéria resulta em torno de 0,5. O

valor 1 significa que as duas parti¢oes coincidem exatamente.

2.6 Aprendizado semissupervisionado

A tarefa de aprendizado semissupervisionado — especificamente o aprendizado transdutivo
— pode ser entendida como: dado um conjunto contendo objetos rotulados (classificados)
e nao-rotulados (nao-classificados), objetiva-se propagar os rétulos dos objetos previa-
mente classificados aos ainda nao-classificados (Seeger], 2002; |Chapelle et al. 2006a; |Zhu,
2008; |Zhu & Goldberg, 2009; |Silva & Zhao, 2012b). Nesse processo, leva-se em conta
nao somente a localizacao dos dados rotulados, mas também o padrao de distribui¢ao dos
proprios dados nao-rotulados.

A fracao de dados inicialmente rotulados costuma ser bem pequena, e é ai que re-
side uma caracteristica fundamental do aprendizado semissupervisionado. Tipicamente,
a rotulacao de dados envolve a intervengao de um profissional especialista, o que torna
tal tarefa onerosa. Ao mesmo tempo, a existéncia de poucos dados previamente rotu-
lados ja constitui uma informagao valiosa aos algoritmos de aprendizado semissupervi-
sionado, dando a estes uma certa vantagem em relacao aos algoritmos de aprendizado

nao-supervisionado. Assim, o aprendizado semissupervisionado explora a vantagem de
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Figura 2.4: Conjunto artificial de dados formado por duas gaussianas. Os dados inicialmente
rotulados, em menor quantidade, estao destacados na figura, e seus diferentes simbolos denotam
seus diferentes rétulos: “tridngulo” e “quadrado”.

se ter dados rotulados por um especialista, mas mantendo vidvel seu custo, devido a
necessidade de se rotular poucos dados.

Na Figura[2.4] mostra-se um tipico conjunto de dados do aprendizado semissupervisi-
onado. Nesse exemplo, mostra-se um conjunto artificial de dados, cada um caracterizado
por dois atributos (conjunto bidimensional). O aprendizado semissupervisionado nao se
restringe, contudo, a conjuntos de dados semelhantes aos da figura. Ele abrange dados
com atributos qualitativos (ndo-numéricos), dados caracterizados por redes, dados origi-
nados em fluxo (fluxo de dados) etc.

Como mencionado, a definicao acima se refere ao aprendizado transdutivo, onde a ta-
refa é propagar os rotulos aos demais objetos ja existentes. O aprendizado semissupervisi-
onado nao se restringe, porém, ao aprendizado transdutivo. Inclui também o aprendizado
indutivo, onde objetiva-se encontrar uma funcao capaz de classificar novos objetos, ou
seja, objetos indisponiveis durante o processo de aprendizado (Chapelle et al. 2006al).

Diversas abordagens tém sido propostas para aprendizado semissupervisionado. Os
modelos gerativos procuram estimar os parametros das distribuicoes que supostamente
“geraram” os padroes presentes no conjunto de dados. Ha, por exemplo, extensoes do
algoritmo Expectation-Maximization (EM) para o aprendizado semissupervisionado (Ni-
gam et al., 2006). O algoritmo, originalmente desenvolvido para o aprendizado nao-
supervisionado, assume que os dados foram gerados por sobreposicao de distribuicoes
gaussianas (como as duas classes da Figura (Dempster et al., |1977; [Hastie et al.,
2001 Xu & Wunsch II, 2009). Entao o algoritmo EM procura determinar quais sdo os
parametros — médias e variancias — cujas gaussianas melhor refletem os dados observa-
dos. Qualquer informagao adicional sobre os dados pode ser 1til. Quando estendido ao

aprendizado semissupervisionado, o algoritmo tira proveito justamente das informacoes
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dos rétulos.

Outros algoritmos procuram afastar, dos dados nao-rotulados, as superficies de deci-
sao, consequentemente empurrando essas superficies para regioes de baixa densidade. As
mdaquinas de vetores de suporte (support vector machines — SVMs), empregadas no apren-
dizado supervisionado, procuram posicionar as curvas de decisao de modo a manté-las o
mais afastado possivel dos objetos, neste caso, rotulados (Hastie et al., 2001; Alpaydin,
2004; |[Faceli et al., 2011). Ja as SVMs transdutivas (transductive SVMs — TSVMs) es-
tendem essa ideia para o aprendizado semissupervisionado (Joachims, 2006). Aqui, as
superficies de decisdo nao apenas separam os objetos (rotulados) de classes distintas, mas
utilizam os nao-rotulados — presentes em grande niimero — de modo a posicionar tais
superficies onde haja a menor concentragao desses objetos (regices de baixa densidade).

Ha ainda os métodos baseados em rede (grafo), que figuram entre os mais estudados
em aprendizado semissupervisionado (Bengio et al., 2006, Sindhwani et al.| |2006; Zhou
& Scholkopf] 2006} [Silva & Zhao|, [2012b)). Cada objeto torna-se um vértice da rede. As
arestas podem ou nao ser ponderadas, e definem se ha e com que intensidade ha uma
relacao entre dois objetos. Ha conjuntos de dados que sao naturalmente descritos como
uma rede, como a Internet, a Web, redes sociais etc. Mas mesmo conjuntos cujos dados
sao vetores de atributos dispostos num espaco n-dimensional podem ser convertidos para
uma representacao em rede, ligando-se cada objeto aos seus vizinhos mais proximos. Os
métodos baseados em rede sdao usualmente transdutivos (Bengio et al., 2006; |Sindhwani
et al., 2006; Zhou & Scholkopf, 2006). Eles estimam os rotulos dos dados ja presentes,
nao generalizam fungoes para classificar novos dados, embora abordagens para inducao
de fungdes tém também sido propostas (Sindhwani et al., [2006)).

Dentre os métodos de aprendizado baseados em rede, vale destacar a técnica de com-
peticao de particulas em redes complezas (Silva & Zhao| |2012a.bjc; [Silva et al., [2012). As
redes complexas surgiram da representacao de sistemas complexos em varios ramos da
ciéncia, e s@o caracterizadas como redes (grafos) muito grandes e de topologia nao-trivial
(Albert & Barabasi, [2002; Newman, 2003} Barrat et al., 2008). A técnica de competi¢ao
de particulas pode ser aplicada para deteccao de comunidades® ou para agrupamento,
dependendo da natureza dos dados. Em esséncia, a tarefa de agrupamento pode ser vista
como uma tarefa de deteccao de comunidades, uma vez que qualquer conjunto de da-
dos pode ser modelado como uma rede, baseando-se em alguma medida de similaridade.
Pode ainda ser aplicada, claro, no aprendizado semissupervisionado, onde ha alguns vér-
tices ja classificados (Silva & Zhao| [2012b]). A técnica consiste em dispor um conjunto
de particulas sobre a rede. Cada particula (ou grupo de particulas) carrega um roétulo.
Iterativamente elas caminham pela rede, mesclando movimentos aleatorios e preferenciais,

de modo a dominar vértices frequentemente visitados por elas. As particulas vao entao

3 A tarefa de deteccdo de comunidades em redes consiste em identificar grupos de vértices densamente
conectados.
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disputando territorios (as comunidades), e ao final cada particula (ou grupo de particulas)
se estabiliza numa regiao, marcando-a com o respectivo rétulo.

O aprendizado semissupervisionado encontra suas aplicagoes em cenarios onde a ob-
tencao dos dados é facil, mas sua rotulacao é onerosa e envolve, tipicamente, a intervencao

de um especialista. Alguns exemplos s@o listados a seguir (Chapelle et al., 2006al).

e Em reconhecimento de fala, é facil gravar grandes quantidades de fala, mas sua

rotulacao exige que uma pessoa ouca cada unidade e anote sua transcrigao.

e Bilhoes de paginas Web estao disponiveis para processamento automatico, mas

classifica-las adequadamente exige que pessoas as leiam.

e Sequéncias de proteinas sao hoje adquiridas em escala industrial, mas resolver sua
estrutura tridimensional ou determinar as func¢oes de uma simples proteina pode

exigir anos de trabalho cientifico.

2.7 Desafios

A tarefa do agrupamento de dados é um tanto desafiadora, assim como outras tarefas do
aprendizado de maquina. A alianga entre (1) a presenga do agrupamento de dados em
diversas outras disciplinas, (2) a auséncia de uma definigdo formal e tnica para a tarefa
do agrupamento, e (3) sua complexidade computacional, conduz a uma multiplicidade de
algoritmos, cada qual tratando o problema de um modo distinto (Jain et al.; [1999; Xu &
Wunsch I1, 2005; Faceli et al., 2011)). Nao bastando, novas tecnologias geram tarefas mais
complexas e desafiadoras, requerendo algoritmos cada vez mais poderosos. Assim, sempre
havera espaco para pesquisa no campo de agrupamento de dados. Cada novo problema
que surge tem, eventualmente, uma caracteristica nova, demandando solugoes também
novas. E claro, os esforcos para unificar toda essa diversidade de solu¢oes continuarao.
Xu & Wunsch II| (2005), em seu survey sobre algoritmos de agrupamento, elencam

alguns aspectos importantes que novos algoritmos devem procurar satisfazer:

e trabalhar com clusters de formas arbitrarias, ao invés de ser restrito a alguma forma

particular;

e manipular grandes volumes de dados e dados de alta dimensionalidade (muitos atri-

butos), mantendo as complexidades de tempo e espago aceitéveis;
e detectar possiveis outliers e ruidos;

e minimizar sua dependéncia sobre parametros externos (parametros fornecidos por

um analista);
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e ser incremental, ou seja, ser capaz de associar novos dados a algum resultado de

agrupamento previamente obtido, sem a necessidade de reagrupar tudo de novo;
e ser insensivel & ordem em que os dados sao apresentados;
e prover alguma dica com respeito ao niimero potencial de clusters;

e prover, ao analista, uma boa visualizacao dos dados e prover resultados que real-

mente facilitem a andlise desses dados;

e manipular objetos formados por atributos diversos (qualitativos, quantitativos, ... ).

2.8 Consideragoes finais

Foi visto, neste capitulo, que o agrupamento de dados é um problema com muitas facetas.
Nao hé uma definicao formal e tnica para ele. Tudo comega com o critério de agrupa-
mento que, subjetivo, conduz a uma multiplicidade de algoritmos, cada qual tratando o
problema de agrupamento sob uma o6tica distinta. Até mesmo os critérios de validacgao,
que sao formas de comparar diferentes algoritmos, sao influenciados pelos critérios de
agrupamento. Isso faz com que os resultados da validacao ainda devam levar em conta a
influéncia dos critérios de agrupamento.

Pode-se dizer que (Jain et al., 1999; |Xu & Wunsch 11}, 2005; Faceli et al.| [2011]):
e nao ha algoritmo de agrupamento universal, capaz de resolver todos os problemas;

e apesar da existéncia de algoritmos bem-sucedidos, ainda ha muitas questoes nao-

resolvidas, e os esforcos para criar novos — e melhores — algoritmos continuarao;

e novas tecnologias geram tarefas mais complexas e desafiadoras, requerendo algorit-

mos cada vez mais poderosos.

No capitulo seguinte, é mostrado como algoritmos inspirados na natureza, em espe-
cial os baseados em comportamento coletivo, sao capazes de lidar com a complexidade
do agrupamento de dados, oferecendo bons resultados. Eles nao solucionam a subjeti-
vidade presente nos critérios de agrupamento. Ainda assim, esses algoritmos oferecem
alternativas elegantes e poderosas na descoberta de padroes existentes nos conjuntos de
dados.
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Capitulo 3

Comportamento coletivo e

auto-organizacao

Além de sua intrinseca elegéncia, a inspiracao na natureza tem sido uma pratica valiosa na
solucao de problemas computacionais, especialmente problemas complexos, de otimizacao.

E vasta a quantidade dessas inspiracoes, tais como:

Redes neurais artificiais. Modelos computacionais inspirados na estrutura e funciona-
mento das redes neurais biologicas (Haykin, 1999; |Alpaydin, 2004; Faceli et al.,
2011). Constituem-se de unidades processadoras chamadas neurdnios artificiais,
cada qual capaz de computar uma funcao matematica. A interconexao de varias
dessas unidades, formando a rede, torna tais sistemas capazes de realizar tarefas

relativamente complexas de reconhecimento de padroes.

Otimizacao por colonia de formigas. Classe de técnicas computacionais para proble-
mas que podem ser reduzidos a encontrar bons caminhos em grafos (Bonabeau
et al.l [1999; [Engelbrecht|, 2006). Inspira-se no comportamento coletivo das for-
migas. Kstas, na procura por fontes de alimento, realizam percursos inicialmente
aleatorios. Conforme caminham, as formigas vao depositando feromoénio por onde
passam. Tais caminhos marcados com feromonio tendem a ser seguidos por outras
formigas, reforcando-os ainda mais. O resultado disso é que caminhos mais promis-
sores (melhores solugoes para um determinado problema) vao suprimindo caminhos

inferiores.

Otimizagao por nuvem de particulas (particle swarm optimization). Inspira-se no mo-
vimento organizado de grandes grupos de animais, especialmente passaros e peixes
(Kennedy & Eberhart| 1995, 2001; Engelbrecht|, |2006). Essa técnica é constituida
por uma populacao de particulas que exploram o espago de busca (espago de solu-
¢des de um determinado problema) de maneira inicialmente aleatéria. A medida

que algumas particulas encontram regioes do espago mais promissoras, sao seguidas
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pelas demais. Entretanto, as particulas ainda mantém certa liberdade para explorar

novas regioes, procurando solugoes ainda melhores.

Algoritmo genético. Algoritmo evolutivo inspirado no processo de evolugao natural (Ken-
nedy & Eberhart| [2001; Engelbrecht, 2006). Cada individuo representa uma solu¢ao
do problema. Essa técnica se inicia com uma populacao de solucoes aleatorias e se-
gue geragao a geragao. Define-se aptidao (fitness) como sendo a capacidade do
individuo transmitir suas caracteristicas as geragoes seguintes, ao mesmo tempo
correspondendo & qualidade de uma solucao. Assim, individuos com mais aptidao
(melhores solugbes) sofrem recombinagdes e mutagoes, criando-se uma nova geragao
diferente da anterior, mas ainda mantendo vérias das caracteristicas desses indivi-
duos. Individuos com menos aptidao, por outro lado, tém dificuldade em propagar
suas caracteristicas adiante. Desse modo, espera-se que cada nova geragao contenha

uma populacao de solu¢oes melhores que as anteriores.

Algoritmo de pesquisa gravitacional ( gravitational search algorithm). Baseado nas leis de
gravitacao, esse algoritmo espalha diversas particulas dotadas de massa pelo espaco
de solugoes do problema (Rashedi et al., [2009). Cada particula representa uma
solugao. Sua massa é tao maior quanto melhor for a solucao. Particulas com mais
massa sao mais inertes, portanto sao mais resistentes ao movimento. Assim, as
particulas se atraem mutuamente e o sistema é conduzido a boas solu¢oes. Notar
que, conforme as particulas se movem, suas massas sao atualizadas conforme a

qualidade da solucao que cada qual representa.

Vicsek & Zafiris (2010), em seu survey intitulado Collective Motion, mostram a fas-
cinante beleza da natureza, presente no movimento coordenado de grandes grupos de in-
dividuos. Partindo de individuos relativamente simples, como macromoléculas, passando
por colonias de bactérias, até grandes mamiferos, mostra-se que todos esses grupos sao ca-
pazes de exibir movimento coletivamente coordenado a partir de interagoes relativamente
simples entre seus individuos. Esse movimento coletivo é, na verdade, a manifestacao de
uma classe de fendmenos ainda mais geral: o comportamento coletivo.

Segundo Vicsek & Zafiris, a mais notavel caracteristica do comportamento coletivo
é que as ac¢oes de um individuo sao dominadas pela influéncia dos outros, ou seja, o
individuo se comporta de modo completamente diferente dentro de um grande grupo do
que ele se comportaria isoladamente. E justamente a partir desse comportamento coletivo
que, sob determinadas circunstancias, emerge-se um estado de ordem evidente, resultado
de uma auto-organizagao.

A auto-organizacao é, pois, caracterizada pelo surgimento de padroes globais origina-
dos espontaneamente das interacoes locais entre os individuos que constituem o sistema,

fenomeno conhecido precisamente como emergéncia (Vicsek et al.,[1995; [Toner & Tu,|1995,
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1998; Bonabeau et al., [1999; Heylighen| 1999; Kennedy & Eberhart, 2001} Engelbrecht,
2000} (Chaté et al.l |2008} |Banzhat, 2009; Ginelli et al., 2010; Menon| 2010; Ramaswamy,
2010; Vicsek & Zafiris, 2010 Ngo et al.l 2012; |Peshkov et al.| 2012 [Sumino et al.| [2012;
Toner, 2012a.b)). Essa ordem surge na auséncia de uma autoridade central, eventualmente
externa, planejando e ditando como o sistema deve se comportar.

O processo de auto-organizagao é usado para explicar diversos fenomenos nas Ciéncias
Naturais (Banzhaf, 2009). Desde sistemas nao-vivos, que vao de galaxias inteiras, pas-
sando por estrelas, até um mindsculo agregado de nanoparticulas. Alcancando sistemas
vivos como células, organismos e ecossistemas. Em todos esté presente a auto-organizacao.

Sistemas auto-organizaveis costumam ser robustos e flexiveis, pois sao tolerantes a
imprecisoes, ruidos e falhas (Heylighen| 1999). Toda essa robustez e flexibilidade é dese-
javel em muitos sistemas computacionais, o que conduz muitos trabalhos a se apoiarem
em sistemas auto-organizaveis (Heylighen, [1999). Além disso, a propria natureza descen-
tralizada dos fenémenos auto-organizaveis os tornam perfeitamente adequados a serem
implementados em arquiteturas paralelas, distribuidas, algo muito desejavel hoje em dia
(Heylighen|, 1999).

No campo de agrupamento de dados, é crescente o interesse em abordagens alterna-
tivas aos métodos tradicionais. Abordagens inspiradas na natureza, em especial aquelas
baseadas em grandes grupos de elementos que interagem entre si (comportamento cole-
tivo), vém ganhando espago e mostrando-se muito eficientes (Blatt et al., [1997; |Omran
et al) 2002; |Zhao et al., 2005; |Abraham et all 2007; |Oliveira, 2008]). Ou seja, os mé-
todos inspirados em fendmenos naturais vém se tornando uma alternativa aos métodos
tradicionais.

Pelas secoes seguintes, é primeiramente apresentada uma visao geral de como os estu-
dos sobre comportamento coletivo sao conduzidos em outras ciéncias. Depois, sao apre-
sentados alguns trabalhos relacionados, ou seja, algoritmos baseados em comportamento
coletivo para agrupamento de dados. E feita, por fim, uma breve discussao com respeito

aos desafios presentes nos estudos sobre comportamento coletivo e auto-organizacao.

3.1 Os estudos sobre comportamento coletivo

Um dos grandes desafios dos sistemas baseados em comportamento coletivo é que nao
se pode “programar” o padrao global emergente, mas apenas as interagoes locais entre
os individuos. Em outras palavras, é dificil compreender as leis locais que originam um
fenémeno coletivo global, se somente o préprio fenémeno global pode ser observado. Nesse
sentido, cientistas tém procurado por caracteristicas comuns, talvez universais, presentes
no movimento coletivo de animais, bactérias, células em geral, motores moleculares etc.,
caracterizando o que vem sendo chamado de matéria ativa (Vicsek et al., [1995; [Toner &

Tu, 1995, 1998; Chaté et al., 2008; (Ginelli et al.; 2010; Menonl, [2010; |Ramaswamy/, 2010
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Vicsek & Zafiris, 2010; Ngo et al., [2012}; [Peshkov et al., 2012; Sumino et al., [2012} [Toner,
2012alb). Trata-se de um campo de pesquisa interdisciplinar que vem ganhando muita
atencao. Toda essa pesquisa nos equipa, hoje, com resultados praticos e teéricos, embora

haja muito ainda a ser feito.

Sumino et al| (2012)) evidenciam a existéncia de certas classes universais do feno-
meno de movimento coletivo (flocking). Eles realizaram experimentos com microtibulos
(motores moleculares) capazes de se alinhar quando colidem entre si. Em altas concentra-
¢oes, um fendémeno de auto-organizacao se torna visivel numa macroescala: a populacao
de microtiibulos da origem a um reticulo de vortices (turbilhdes ou redemoinhos). Os
autores confirmaram os mesmos resultados modelando matematicamente e simulando o
comportamento dos microtibulos, o que permitiu conhecer os eventos locais que originam
a organizagao global observada. Enquanto trabalhos como o de Sumino et al. (2012) tra-
zem uma visao mais empirica, outros como os de [Toner & Tul (1995, 1998), Ramaswamy
(2010)), [Peshkov et al.| (2012) e Toner| (2012a,b)) enfatizam também um lado mais tedrico

do assunto.

A fim de ilustrar tais estudos sobre movimento coletivo, consideremos o trabalho de
Vicsek et al| (1995)). Trata-se de um trabalho bastante referenciado sobre o assunto (To-
ner & Tul, [1995; (Chaté et al.l 2008; (Ginelli et al., [2010; Menon) 2010}, |Ramaswamy;, 2010,
Ngo et al 2012; Peshkov et al., [2012; Sumino et al., [2012). Nele, os autores propoem
um modelo dindmico e coletivo formado por particulas autopropulsionadas (semelhante
aos motores moleculares). Seu intuito é estudar as diferentes fases que o sistema exibe.
Mostra-se que a partir de um modelo relativamente simples, com interagoes simples en-
tre os individuos, o sistema é capaz de exibir um comportamento global mais complexo,
resultando no movimento coordenado das particulas. Em algumas circunstancias, o sis-
tema parte de um estado sem transporte! (média das velocidades aproximadamente zero)

e espontaneamente entra num estado de transporte.

Cada particula mantém velocidade absoluta constante e a cada iteracao toma a direcao
média das particulas vizinhas. Simulagoes foram realizadas em uma regiao quadrada de
lado L, considerando uma condi¢io de contorno periddica (periodic boundary condition)?.
Inicialmente (tempo t = 0), IV particulas sdo aleatoriamente dispostas, todas com a mesma
velocidade absoluta v mas com diregoes # aleatoérias. A posicao da i-ésima particula é
atualizada conforme

x;(t+ 1) = x;(t) + v (t) At (3.1)

A nova velocidade de cada particula, v;(t + 1), continua tendo valor absoluto v, mas

! Conceito fisico de fendémenos de transporte.

2Uma condigdo de contorno periddica é utilizada para simular um sistema homogéneo e infinitamente
grande pela simulagdo de apenas uma pequena regido (uma célula). Os objetos que saem da célula entram
imediatamente na mesma célula através da face oposta, mantendo a mesma velocidade.
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Figura 3.1: Velocidade das particulas ap6s algum tempo de evolugao, para diferentes valores de
densidade e ruido. As trés simulagbes empregam N = 300 e v = 0,03. (a): Densidade e ruido
altos (L =7, n = 2,0), as particulas se movimentam aleatoriamente com alguma correlagao. (b):
Densidade e ruido baixos (L = 25, n = 0, 1), as particulas tendem a formar grupos. (c): Densi-
dade alta e ruido baixo (L = 5, n = 0,1), o movimento se torna completamente ordenado, todas
as particulas tomam espontaneamente uma mesma dire¢ao (estado de transporte). Adaptada de
Vicsek et al.| (1995).

diregdo 6(t + 1) conforme
O(t+1) = (0(t)), + A (3.2)

onde (6(t)), denota a dire¢gdo média das particulas (incluindo a particula i) dentro de um
circulo de raio r centrado na particula i. Af denota uma perturbagao aleatéria cujo valor
se encontra no intervalo [—7/2,1/2]. Ou seja, Af representa ruido. Fixando At =1 e
r = 1, o modelo apresenta trés parametros: a velocidade v, o nivel de ruido 7 e a densidade
inicial de particulas p, tal que p = N/L?. Na Figura , exibe-se o resultado de algumas

simulagoes.

Diz-se que ha uma transicao de fase quando a variacao de algum pardmetro resulta
em diferentes estados qualitativos (fases). No caso aqui mostrado, pode-se dizer que o
sistema apresenta duas fases: fase sem transporte e fase de transporte. Para mensurar e
evidenciar tal caracteristica, adota-se o pardmetro de ordem v,, a média normalizada das

velocidades das particulas (valor absoluto):

1 N
Vo = N_U ;Vi (33)

v, =~ 0 significa que nao hé transporte, enquanto v, ~ 1 significa que as particulas
tomaram uma mesma dire¢ao, portanto ha transporte. Na Figura , mostra-se v, em
fungao do nivel de ruido n. O gréafico exibe justamente o intervalo de valores n para o
qual ha a transicao entre as duas fases do sistema. Observa-se que a diminui¢ao gradual
do nivel de ruido 7 leva a transigao do movimento desordenado ao movimento coerente

das particulas. Nota: cada entrada (amostra) do grafico corresponde a uma simulagao
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Figura 3.2: Valor absoluto da média normalizada das velocidades (v,) em fungao do nivel de ruido
7, para diferentes quantidades de particulas N. A densidade p é mantida constante. Portanto,
para N =40, L = 3,1, para N = 100, L = 5... Adaptada de Vicsek et al. (1995]).

independente das demais.

3.2 Trabalhos relacionados

Mostram-se, aqui, trés trabalhos que propoem solucionar o problema do agrupamento
através de abordagens baseadas no comportamento coletivo de grandes grupos de indi-
viduos que mantém interacoes relativamente simples entre si. Os padroes que emergem
desses sistemas — a auto-organizagao — constituem, direta ou indiretamente, a solucao

do problema.

3.2.1 Agrupamento baseado em propriedades ferromagnéticas

Blatt et al.| (1997)) desenvolveram um algoritmo de agrupamento de dados baseado nas
propriedades fisicas de um ferromagneto heterogéneo. De maneira geral, um spin é atri-
buido a cada objeto, de modo que cada um desses spins seré influenciado pelos spins dos
objetos vizinhos. A influéncia entre cada par de objetos sera tao maior quanto menor
for a distancia entre eles. Esse algoritmo faz uso do conceito de temperatura, tal que
o sistema, a temperaturas muito baixas, encontra-se completamente ordenado, ou seja,
todos os spins estao alinhados, enquanto a temperaturas muito altas, completamente
desordenado. Em regimes intermediérios, diferentes clusters sao formados, cada um re-
presentando uma regiao que se torna ordenada. Dada uma temperatura, o agrupamento
dos objetos levara em conta a correlagao entre seus spins, de modo que um cluster seréa
formado por um conjunto de objetos cujos spins se tornaram alinhados.

Precisamente, define-se uma variavel spin s que pode assumir um dentre ¢ valores
inteiros: s = 1,2,...q. Cada objeto x; do conjunto de dados est& associado a um spin

s;. E dito que dois spins s; e s; estao alinhados quando assumem os mesmos valores.
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A esséncia desse algoritmo é, pois, agrupar objetos cujos spins tém grande chance de
estarem alinhados. Define-se também a configuracao S do sistema como sendo o conjunto
dos estados de todos os seus spins, ou seja, S = {s;}X,, onde N denota o tamanho do
conjunto de dados.

Um grau de interagao J;; é definido entre cada par de objetos x; e x;. Essa interacao
¢ tao maior quanto menor for a distancia (dissimilaridade) entre eles. Desse modo, dois
objetos com alto grau de interacao terao grande chance de possuirem seus spins alinhados,
ou seja, terao grande chance de pertencerem ao mesmo cluster.

Define-se o conceito de temperatura T'. Ela dita o estado de ordem do sistema, o qual

pode se encontrar em trés diferentes fases:

1. Ferromagnética (ferromagnetic). Ocorre a baixas temperaturas. Todos os spins

estao alinhados, o que caracteriza um sistema completamente ordenado.

2. Super-paramagnética (superparamagnetic). Conforme a temperatura se eleva, em al-
gum instante haverd uma ruptura na estrutura completamente ordenada (todos os
spins alinhados) da fase ferromagnética. Chega-se, pois, a fase super-paramagnética.
Nela, objetos em regioes densas ainda manterao seus spins alinhados, mas diferen-
tes regioes estarao desalinhadas. Eis os clusters. Continuando-se a elevar a tem-
peratura, uma estrutura hierdrquica aparecera, tal que grandes clusters vao sendo

gradativamente quebrados em clusters menores.

3. Paramagnética (paramagnetic). Quando a temperatura atinge um valor suficien-
temente alto, o sistema entra na fase paramagnética, tornando-se completamente

desordenado, ou seja, todos os spins se tornam desalinhados.

O processo de agrupamento parte do estabelecimento de uma temperatura 7. Afinal,
diferentes temperaturas conduzem a diferentes particoes dos dados.

Foi dito que o algoritmo consiste em agrupar objetos cujos spins tém grande chance
de estarem alinhados. Resta saber entao como determinar essa chance. Para isso, obtém-
se uma amostra {S;1,Ss, ..., Sy} contendo M diferentes configuragoes do sistema. Tal
amostra deve ser representativa (ou caracteristica) dentre todas as configuragoes possiveis.
Algumas configuragbes sao mais provaveis que outras, e isso tem que estar refletido na
amostra. Isso é conseguido por uma sequéncia de configuragoes gerada por um processo
de Markov, como a seguir.

A configuragao inicial S; é obtida fazendo-se cada spin s; receber aleatoriamente um
valor entre 1 e ¢. Suponha entao que ja se tém n configuragoes, {Si}7_;. A configuracao
Sn11 € obtida do seguinte modo. Visitam-se todos os pares de spins (i, j) que interagem,

ou seja, que possuem J;; > 0. Caso o par (i, ) esteja alinhado (s; = s;) na configuracao
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S,, diz-se que esse par estard congelado (frozen) com uma probabilidade p{j:

pzfj =1—exp <—%) (3.4)

Do contrario, ou seja, caso (i, j) nao esteja alinhado em S,,, esse par nao estara congelado.
Feito isso, diversas componentes conexas terao sido formadas, cada qual caracterizada
por um grupo de spins tal que haja, para qualquer par (i, j) desse grupo, um caminho
5i,...,s; formado somente por ligacoes congeladas. A cada uma dessas componentes
conexas € entao atribuido um valor de spin aleatoério entre 1 e q. Eis a configuragao S, 1.
Repetindo-se este processo um niimero suficiente de vezes, obtém-se a amostra {Sg }2L,.
Tipicamente, para que a amostra “esqueca” a configuracao aleatoria inicial, as primeiras

configuragoes sao descartadas, mantendo-se somente as M tultimas.

Duas caracteristicas importantes podem ser notadas na Equacao [3.4. Primeiro, altos
valores de J;; favorecem o alinhamento entre os spins s; e s;. Assim, a amostra {S;}
tende a conter varias configuracoes onde s; e s; estao alinhados. Por outro lado, altas
temperaturas 7' dificultam o alinhamento entre os spins. Isso esta de acordo com a ideia

de que altas temperaturas tendem a desorganizar o sistema, desalinhando os spins.

Finalmente, o processo de agrupamento consiste em colocar no mesmo cluster dois
objetos cuja probabilidade de possuirem seus spins alinhados estd acima de um certo
limiar, tipicamente 0,5. Tal probabilidade ¢ chamada de correlagcao spin-spin G;; entre
dois objetos x; e x;, obtida do seguinte modo. Em cada passo do processo de geracao do
conjunto de amostras {Sy }, descrito anteriormente, obtém-se um conjunto de componentes
conexas. Considerando-se os M 1ltimos passos deste processo, chama-se conectividade

(connectedness) C;; entre dois objetos x; e X; a razao

namero de vezes que s; € S; aparecein na mesima componente conexa
Cij = i (3.5)

Assim, a correlagao spin-spin G,; ¢ dada por

—1NC. +1

(3.6)
Tipicamente, dois objetos x; e x; vizinhos e localizados numa regiao densa sao altamente
correlacionados, ou seja, G;; ~ 1. Por outro lado, objetos muito distantes costumam
resultar em correlagdo muito baixa, G;; ~ 1/¢q. Mas tudo isso depende da temperatura
em que o sistema se encontra. A temperaturas muito elevadas, até mesmo objetos vizinhos
podem resultar em G;; ~ 1/q, enquanto a temperaturas muito baixas, objetos distantes

resultam em G;; ~ 1.

Mais detalhes, claro, sdo encontrados no trabalho de Blatt et al| (1997). L& tam-

bém sao encontrados alguns experimentos sobre conjuntos de dados artificiais e reais.
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Figura 3.3: Conjunto de dados empregado no experimento, j4 mostrando o agrupamento resul-
tante para T' = 0,05. Cada objeto é caracterizado por dois atributos, portanto situam-se num
espago bidimensional. Originalmente, a classe externa (correspondente ao cluster externo) con-
tém 2400 objetos, a classe intermediaria contém 1600 e a classe interna contém 800, perfazendo
um total de 4800 objetos. Como resultado, o cluster externo contém 2358 objetos, o interme-
diario contém 1573 e o interno contém 779. Os objetos nao-classificados se referem a objetos
pertencentes a outros clusters. Adaptada de Blatt et al.| (1997).

Mostram-se os resultados de um deles aqui, executado sobre o conjunto de dados mos-
trado na Figura composto por objetos distribuidos em trés diferentes classes. Nesse
experimento, aplicou-se o algoritmo de agrupamento descrito anteriormente usando dife-
rentes temperaturas 7. ¢, o namero de diferentes estados que a variavel spin pode assumir,
foi mantido em 20. Importante notar que isso nao significa assumir a existéncia de 20
clusters no conjunto de dados. O tamanho dos maiores clusters em funcao de diferentes
temperaturas 7' é mostrado na Figura Nessa figura, é possivel notar as trés diferen-
tes fases que o sistema pode assumir. Para T < 0,035, o sistema pode ser considerado
estar na fase ferromagnética, devido a predominancia de um tunico cluster, indicando o
alinhamento entre quase todos os spins. Em T =~ 0,035, nota-se a transicao para a fase

super-paramagnética. E justamente nessa fase super-paramagnética que os resultados
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Figura 3.4: Tamanho dos clusters em fungao da temperatura 7. Plotaram-se os resultados para
os 4 maiores clusters obtidos em cada particao. Em destaque, os clusters externo, intermediario
e interno. Adaptada de Blatt et al. (1997)).

realmente relevantes sao obtidos. Destacam-se os trés clusters correspondentes as trés
classes do conjunto de dados. Conforme o valor de 7" aumenta, o sistema caminha para a
fase paramagnética, onde todos os clusters se tornam extremamente pequenos, pois a alta
energia do sistema provoca o desalinhamento entre todos os spins. Na Figura |3.3] além
do proprio conjunto de dados, é mostrado o resultado do agrupamento para 7" = 0, 05.

Observa-se uma grande correspondéncia entre as classes originais e os clusters resultantes.

3.2.2 Agrupamento por atragao de objetos similares

Zhao et al,| (2005) propuseram um método de agrupamento dindmico e auto-organizavel
baseado na atracao de objetos similares. Os objetos se movimentam pelo espago de atri-
butos, guiados por forgas de atracao exercidas entre objetos similares. Assim, diferentes
grupos de objetos convergirao para diferentes pontos, que sao considerados os centros de

cada cluster.

Formalmente, a evolucao do sistema dinamico é regida pelo seguinte conjunto de equa-

goes:
0 se zip(t) + n; (1) Fir(t) <0
Tt +1) = § xp(t) + mi(0) Fi () se 0 < x(t) + mi(t) Fir(t) < 1 (3.7)
1 se T (t) + mi(t) Fip(t) > 1

||X§8 :Zgn‘”‘p (—allx;(t) —xi(t)]])

M;(t)

]GA

(3.8)
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J € A(t) se exp (—al|x;(t) — x;(t)|) > 6 (3.9)

(3.10)

x;(t) = (za (1), z2(t), ...,z (t)) denota o i-ésimo objeto disposto no espago de atri-
butos K-dimensional, na iteragao t. t = 0 representa o estado inicial do sistema, ou seja,
x;(0) representa o i-ésimo objeto em sua posicao original. F;(t) = (Fj1(t), Fa(t), . .., Fix(t))
é a forga total imposta sobre o objeto x; na iteracao t. Tal forca é devida & presenca dos
demais objetos x;(t) localizados dentro de uma regido hiperesférica centrada em x;(?).
Essa regiao é denotada por A;(t) e da-se em fungao de dois parametros: « e 6. Os objetos
x;(t) localizados dentro dessa regiao sao considerados similares a x;(t), por isso exercem
influéncia sobre F;(¢) no sentido de atrair x;(¢). O aumento de 6 provoca a redugao da
regido A,(t), reduzindo também a quantidade de objetos x;(t) que influenciarao x;(t).
M;(t) representa simplesmente a quantidade de objetos x;(t) contidos em A;(?).

||x;(t)—x;(t)|| representa a distancia euclidiana entre x;(t) e x;(¢). exp (—a||x;(t) — x:(t)]|)
resulta em valores entre 0 e 1, e diminui & medida que a distancia entre x;(t) e x;(t) au-

menta. Isso faz com que a influéncia de um objeto x;(t) sobre F;(¢) seja tao maior quanto
X (t)—%i(t)
l[; () =i ()l

da forga F;(t). O significado de n;(t) sera descrito a seguir.

menor for a distancia entre x;(t) e x;(¢). O termo simplesmente dita a dire¢ao

O processo de agrupamento acontece do seguinte modo. Inicialmente, cada objeto
esté posicionado no espago de atributos. O sistema dindmico é entao iniciado e os objetos
comegam a exercer influéncia uns aos outros. Objetos similares se atraem mutuamente.
Assim, os objetos se organizam de modo que aqueles pertencentes a um mesmo cluster
convergirao para um mesmo ponto, o qual é considerado o centro desse cluster. Por outro
lado, clusters diferentes sao caracterizados por pontos de convergéncia também diferentes.

Surge entdao um problema de convergéncia. A forca exercida entre os objetos é tao
maior quanto menor a distancia entre eles. Ao mesmo tempo, objetos pertencentes a
um mesmo cluster estarao convergindo para um mesmo ponto. Torna-se entao necesséario
um mecanismo para evitar que tais objetos comecem a oscilar em torno do ponto de
convergéncia. Eis o termo 7;(t), tal que 7;(t) — 0 conforme os objetos em torno de x;(¢)
concentram-se num tunico ponto. Assim, também F;(f) — 0 e os objetos ndo mais se
movimentarao quando atingirem o ponto de convergéncia.

Nas Figuras|3.9] e 3.6/ sao mostrados os resultados de duas simulagoes realizadas sobre
um conjunto artificial bidimensional de objetos. Ambas empregaram o = 0.8. Variou-se
o parametro #. Nas Figuras[3.5(a) e|3.6{a) é exibido o estado inicial dos objetos. Pode-se
notar a existéncia de trés grupos num nivel mais superficial e cinco grupos num nivel mais

refinado. Pois as simulagoes resultam justamente em cada uma dessas duas interpretagoes,
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Figura 3.5: (Colorida na versao digital) Processo de movimentacao dos objetos. Trés clusters
sao formados. € = 0.1. Obtida de |Zhao et al.| (2005]).

modificando-se o parametro 6.

Por fim, é possivel observar que o método proposto por Zhao et al.| (2005) nao exige
conhecimento prévio do nimero de clusters, tampouco de seus respectivos centros. O
ajuste de poucos parametros ¢ suficiente. Experimentos realizados com dados artificiais
e reais mostraram bons resultados. Os autores destacam ainda a forma natural com que

esse método pode ser implementado em arquiteturas paralelas, distribuidas.

3.2.3 Agrupamento através de otimizacao por nuvem de particu-

las

A Otimizacao por Nuvem de Particulas (Particle Swarm Optimization — PSO), técnica
desenvolvida por |Kennedy & Eberhart| (1995), toma como inspira¢gdo o movimento or-
ganizado de grandes grupos de animais, especialmente passaros e peixes (Kennedy &
Eberhart, 1995, 2001; Omran et al., 2002; Engelbrecht, [2006; |Oliveiral, 2008)). Em linhas
gerais, a PSO é constituida por uma populacao de particulas que exploram o espaco de
busca (espago de solugoes de um determinado problema) de maneira inicialmente alea-

toria. A medida que algumas particulas encontram regides do espago mais promissoras,
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Figura 3.6: (Colorida na versao digital) Processo de movimentagao dos objetos. Cinco clusters
sao formados. € = 0.3. Obtida de |Zhao et al.| (2005]).

sao seguidas pelas demais. Entretanto, as particulas ainda mantém certa liberdade para
explorar novas regioes, procurando solugoes ainda melhores.

Omran et al| (2002) propuseram um algoritmo de agrupamento baseado na PSO.
Cada particula, representando cada solu¢ao do problema, é formada por um conjunto de
centroides (ver Segao . Portanto, cada particula representa uma particao dos dados.
Assim, esse algoritmo emprega a PSO na tentativa de melhorar cada solugao obtida,
gerando novas parti¢goes através da movimentacao dos centroides. Importante ressaltar
que, nesse algoritmo, cada particula nao é representada nem por um objeto do conjunto
de dados nem por um centroide, mas sim pelo conjunto de todos os centroides de uma
particao.

Oliveiral (2008) também propds um algoritmo de agrupamento baseado na PSO. Em
seu trabalho, entretanto, nao se emprega o conceito pleno da PSO, mas apenas parte dele.
O trabalho se baseia na regra de atualizagao da velocidade das particulas.

O algoritmo proposto por Oliveira é constituido por duas etapas: (1) formacao de
uma rede (grafo) a partir do conjunto de dados e (2) parti¢do dessa rede em diferentes

comunidades. A primeira etapa faz cada objeto do conjunto de dados constituir um vértice

33



da rede. A construgao dessa rede emprega a técnica dos K-Vizinhos Mais Proximos (K-
Nearest Neighbors — KNN), técnica essa que, como o nome sugere, consiste em ligar cada
objeto aos K demais objetos mais semelhantes a ele. Haverd uma aresta ligando dois
objetos ¢ e j se j pertencer & K-vizinhanca de ¢ ou ¢ pertencer a K-vizinhanca de j.
Sabendo-se que uma comunidade em uma rede é caracterizada por um grupo de vértices
densamente conectados, espera-se que a formacgao da rede faca cada grupo originalmente
presente no conjunto de dados corresponder a uma comunidade da rede. A tarefa de
agrupamento se torna entao uma tarefa de detecgao de comunidades.

Na segunda etapa, a cada vértice v; (que representa um objeto) é atribuido um angulo
0;(t) (o angulo do vetor velocidade na PSO). A ideia ¢ fazer esses vértices interagirem uns
com os outros, de modo que vértices da mesma comunidade tomem angulos similares, mas
comunidades distintas tomem angulos também distintos. A variavel ¢ denota o indice de
iteragao, tal que ¢t = 0 representa o estado inicial do sistema. Inicialmente, a cada vértice
v; ¢ atribuido um angulo 6;(0) escolhido aleatoriamente no intervalo [0;27]. A regra de

atualizagao do angulo é entao dada por

2w, wijt; (1)

ei(t+1)=9@-(t)+m(t)[ S w

- Hi(t)] (3.11)
onde 7;(t) é a taxa de atualizagdo do angulo do vértice v; na iteracdo ¢ e v; representa os
vizinhos de v;.

w;; representa um peso dado a cada vizinho v;, definido como

%

i (3.12)

w;; = exp (—ad;;)
onde d;; ¢ a distancia euclidiana (dissimilaridade) entre os objetos representados por v;
e v;, C;j ¢ o nimero de vizinhos comuns a v; e v;, e M; é o nimero de vizinhos de v;.
Como se pode ver, o calculo do peso w;; leva em conta duas componentes. A primeira,
exp(—ad,;), faz com que objetos mais similares exercam mais influéncia entre si. «a é
um parametro. A segunda, C;;/M;, leva em conta toda a vizinhanca dos vértices. Dois
vértices que tém muitos vizinhos em comum sao mais influentes entre si. Pode-se notar,
a partir desta componente C;;/M;, que w;; é diferente de wj;.

A taxa de atualizacao n;(t) é definida como

mi(t) = exp (—Ui(t)) (3.13)

onde 8 é um parametro e 0;(t) é o desvio-padrao dos dngulos entre v; e seus vizinhos, na
iteracao t. Com isso, conforme os angulos dos vértices se aproximam, menor tende a ser
sua variagao. Isso, claro, considerando valores adequados de £.

As Figuras [3.7] 3.8 e [3.9] ilustram as ideias apresentadas. Na Figura [3.7] uma rede
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Figura 3.7: (Colorida) Rede formada a partir de um conjunto de dados. Diferentes cores repre-

sentam diferentes grupos. Obtida de (2008|).

(a) (b)

Figura 3.8: (Colorida) Ilustracao dos angulos dos vértices. Cada seta representa o valor do angulo
de um vértice. Cada cor estd associada ao correspondente grupo. (a): Atribuicao aleatoria
inicial. (b): Apos algumas iteragoes, vértices de mesmo grupo tomam angulos similares. Obtida

de Oliveiral (2008).
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50

Figura 3.9: (Colorida) Evolugao do processo de atualiza¢ao dos angulos. Cada cor esta associada
ao correspondente grupo. Nas primeiras iteragoes, os dngulos se encontram desordenados. Apods

algum tempo, eles se dividem em grupos razoavelmente estéveis. Obtida de (2008]).
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formada a partir de um conjunto de dados. E possivel observar que os grupos se tornaram
comunidades na rede. Na Figura os angulos dos vértices da Figura em dois
diferentes instantes. Finalmente, na Figura [3.9] a evolugao desse sistema.

Resta entao particionar, de fato, os vértices de acordo com os valores de seus angulos.
Para isso, apos ser atingida certa estabilidade, o processo de atualizacao de angulos ¢é
interrompido e os vértices sao ordenados conforme o angulo que tomaram. Procura-se,
entao, pelos dois vértices consecutivos — eles estao ordenados — que mantenham a maior
diferenca entre seus angulos. Se essa diferenca for suficientemente grande, trata-se de um
bom local para separar o conjunto de vértices em dois novos conjuntos, ou dois clusters.
O conjunto de vértices abaixo do ponto de ruptura (em termos do valor de seus angulos)
constituird um cluster, e o conjunto acima constituira o outro. Nota-se que, no inicio
do processo de atualizacao de angulos, todo o conjunto de vértices era considerado um
unico cluster, e ap6s a separacao, dois sub-clusters sao formados. Entao o processo de
atualizagao de angulos ¢ aplicado recursivamente a cada novo cluster, separando-os em
novos sub-clusters, fazendo com que o processo como um todo resulte numa hierarquia de

particoes.

3.3 Desafios

No que se refere ao uso das metaforas em problemas computacionais, a primeira coisa
que se nota é justamente a relagao entre o problema e o sistema natural tomado como
metafora, ou seja, as caracteristicas que o problema tem em comum com o sistema natural.
H& diversos problemas que ja sao resolvidos através das metaforas, como mostrado nas
secoes anteriores. Mas e quanto aos novos problemas, como encontrar metaforas para
eles? Talvez nao haja um método sistematico para isso, embora se possa observar os
sistemas naturais, na busca por caracteristicas que se assemelhem aos problemas que
se quer resolver. Um sistema natural nao foi “feito” — acredito — para resolver certo
problema, mas o tempo e a evolugao se encarregaram de torna-los eficientes. Buscar por
metaforas significa buscar por caracteristicas que o tempo se encarregou de selecionar e
que, de alguma forma, podemos aproveitar.

Quanto aos sistemas baseados em comportamento coletivo, surge ainda uma dificul-
dade a mais. E importante ter em mente que a auto-organizacio emerge das interacoes
locais entre os individuos que constituem o sistema. Assim, além da dificuldade em obter
uma relacao entre um problema e um sistema natural, surge a dificuldade em relacionar o
estado de ordem global com as interacoes locais. Isso porque nao é possivel “programar”
o estado de ordem, mas apenas as interagoes entre os individuos. A correspondéncia en-
tre os diferentes tipos de padroes globais que emergem a partir dos diferentes tipos de
interagoes locais é algo desafiador e vem motivando muito estudo (Vicsek et al., |1995;

Toner & Tu, (1995, (1998} Bonabeau et al.; 1999; |Heylighen, |1999; Kennedy & Eberhart|,

36



2001; Engelbrecht, 2006} (Chaté et al., [2008; Banzhaf, [2009; Ginelli et al., 2010; Menon,
2010; Ramaswamy), 2010; |Vicsek & Zafiris, 2010; [Ngo et al., 2012; [Peshkov et al., [2012;
Sumino et al.| [2012; Toner} [2012alb). Bonabeau et al.|(1999)) sugerem a elaboragao de um
catalogo relacionando tipos de padroes locais aos padroes globais resultantes. Ao mesmo
tempo, dizem que essa tarefa pode se mostrar demasiadamente onerosa e interminavel.
Apesar desses desafios, foi mostrado, na Segao que ha abordagens bem-sucedidas na
solugao de problemas complexos, especificamente problemas de agrupamento, por meio
de sistemas baseados em comportamento coletivo. Nos Capitulos [ [f] e [6] sao apresen-
tados os resultados obtidos no presente trabalho, o qual procura justamente desenvolver
técnicas de agrupamento baseadas em comportamento coletivo.

Banzhaf (2009) destaca que, apesar de ja terem encontrado aplicagoes nas Ciéncias
Sociais e nas Engenharias, os sistemas auto-organizaveis ainda sao objeto de intensa pes-
quisa, com questoes fundamentais ainda sendo exploradas. |Vicsek & Zafiris (2010) tam-
bém deixam claro, em seu trabalho, que o comportamento coletivo ¢ um tema altamente
multidisciplinar. Sua complexidade intrinseca e desafiadora vem, cada vez mais, moti-

vando o trabalho de pesquisadores, nas mais diversas areas.

3.4 Consideracoes finais

Foi visto, neste capitulo, que a inspiracao na natureza é valiosa na solucao de diversos
problemas complexos. Foram também mostrados alguns trabalhos que empregam a ideia
de comportamento coletivo na solugao de problemas de agrupamento. Contudo, o estudo
dos fendmenos relacionados ao comportamento coletivo ainda possui muitas questoes a
serem respondidas.

Nos proximos capitulos, sao apresentados os resultados obtidos neste trabalho de mes-
trado, especificamente, abordagens bem-sucedidas na solu¢ao do problema de agrupa-

mento através de técnicas baseadas em comportamento coletivo.
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Capitulo 4

Agrupamento por dinamica de troca de

energia

Exploraram-se, nesta pesquisa, abordagens de agrupamento em que os objetos do conjunto
de dados sao mantidos fixos em seu espago de atributos, mas carregam certo tipo de
“energia” (ou informagao). Essa energia vai sendo gradualmente trocada entre eles. Ao
final, os grupos sao estabelecidos entre aqueles objetos que tomam estados de energia
semelhantes. Nesta se¢ao, apresenta-se a primeira das técnicas desenvolvidas, e publicada

no seguinte trabalho:

Roberto Alves Gueleri & Zhao Liang. Agrupamento de Dados baseado
em Dinadmica de Troca de Energia. In: Anais do XXXI Congresso da
Sociedade Brasileira de Computacao (CSBC 2011). Paginas 418-429.

A técnica proposta nesse trabalho atua sobre objetos com atributos numeéricos reais,
onde cada objeto esta disposto num espaco euclidiano. Trata-se de um algoritmo hie-
rarquico aglomerativo, ou seja, parte-se de um estado onde cada objeto compreende um
cluster distinto e chega-se a um estado onde todos os objetos estao contidos num tnico
cluster. Nem o estado inicial nem o final sdo de interesse. Interessam sim os estados

intermediarios. Esse algoritmo pode ser resumido nas seguintes etapas:

1. No inicio, a cada objeto é atribuido um estado de energia. Sendo n a quantidade
de objetos, o estado de energia é caracterizado por um vetor n-dimensional. Assim,
colocam-se os objetos em estados de energia completamente independentes uns dos

outros.

2. O processo consiste entao na gradativa troca de energia entre os objetos. O grau de
interacao entre cada par de objetos é tao maior quanto menor for a distancia que os
separa. E quanto maior o grau de interagao, mais intensa se d& a troca de energia

entre eles.
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(que ainda s6 possui um objeto) Q O
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O O (o grupo formado anteriormente)

mais um objeto é adicionado ao grupo

old .

Figura 4.1: (Colorida) Ilustragao do processo de agrupamento. (a): O estado inicial dos objetos.
(b): Algum estado apos a evoluc¢ao do processo. (c): Dois dos objetos atingem estados de energia
suficientemente semelhantes e sdo agrupados. (d): Um terceiro objeto ¢ adicionado ao grupo.

(d)

3. Quando dois objetos atingem estados de energia suficientemente semelhantes, eles
sao agrupados. Uma vez que o grau de interagao é maior entre objetos mais proxi-

mos, essa técnica tende a agrupar primeiro os objetos em regioes mais densas.

A fim de ilustrar o processo de agrupamento, na Figura ¢ mostrado um conjunto
contendo cinco objetos. A cada objeto é atribuido um estado inicial de energia. Entao
eles comecam a interagir entre si e os grupos vao se formando. Quanto menor a distancia
separando dois objetos, maior o grau de interacao. Assim, os objetos mais proximos sao
os primeiros a atingirem estados de energia semelhantes, portanto os primeiros a serem
agrupados.

Pelas secoes seguintes, apresenta-se uma descricao formal dessa técnica de agrupa-
mento baseada em dinamica de troca de energia, seguida da apresentacao e discussao de

experimentos realizados sobre bases de dados artificiais e reais (benchmark).

4.1 Descricao formal da técnica

Duas sao as entidades envolvidas no método aqui descrito: objetos e clusters. Os objetos
sao os elementos a serem agrupados, enquanto os clusters sao justamente os grupos de

objetos. Cada cluster é caracterizado por um estado de energia, significando que cada um
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de seus objetos compartilham esse estado de energia. O processo de agrupamento é entao
caracterizado pela progressiva troca de energia entre os clusters, agrupando-os conforme

atingem estados de energia suficientemente semelhantes.

Seja natt a quantidade de atributos que caracterizam cada objeto. Assim, cada objeto

0; € R™ ¢ definido como
0; = (01,1, 0i2,0i3; - .. 70i,natt) (4.1)

A evolugao do processo de agrupamento déa-se através de sucessivas iteragoes, deno-
tadas pela variavel t € N, tal que ¢t = 0 refere-se ao estado inicial do sistema. A cada
iteragao, os clusters (representando seus objetos) trocam certa quantidade de energia en-
tre si. Quando dois ou mais atingem estados de energia suficientemente semelhantes, eles
combinam-se, originando um cluster maior. A essa combinacao da-se o nome de fusao.
Assim, cada iteracao t é dividida em dois sub-estados: pré-fusao e pos-fusao.

Seja nobj a quantidade de objetos envolvidos no problema. Denota-se por ci(t) e

ci(t) € R™ os clusters na pré-fusdo e na pos-fusdo de ¢, respectivamente.

cU(t) = (€ha(D),ehat), €La®)s €y (1) (4:2)
cilt) = (esa(®) eaz(t), ia(®), i (1)) (4.3)

Aqui, as componentes e; ;(t) e e; j(t) representam o estado de energia do cluster. Denotam-
se também por C’(t) e C(t) os conjuntos de todos os clusters existentes na pré-fusao e na
pos-fusao de ¢, respectivamente.

Todo cluster esta associado a seus objetos. Assim, definem-se cluster’, cluster e obj
como sendo as relagoes entre os clusters e seus respectivos objetos. Tais relagoes sao

definidas reciprocamente como

cluster’(0;,t) = cj(t) <= o; € obj(c(t)) (4.4)

<

cluster(o;,t) = c;(t) <= o0; € obj(c;(1)) (4.5)

Ou seja, cluster’ e cluster resultam no cluster ao qual pertence um certo objeto. Ja obj

representa a relagao inversa, resultando nos objetos que compoem um certo cluster.
Inicialmente, na pré-fusao de ¢t = 0, atribui-se um cluster distinto a cada objeto. Tém-
se pois nobj clusters. A cada um desses clusters é entao atribuido um estado inicial de

energia:

¢ (0) = { 0 parai#j (4.6)

b 1 parai=7
A disposicao simétrica assim concebida garante que nenhum dos objetos seja eventual-

mente privilegiado. Disso decorre a necessidade de tantas componentes de energia quantos
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sao os objetos envolvidos no problema.

Descreve-se agora o processo de fusao. Essencialmente, ha dois tipos de fusao: um para
t = 0 e outro para t > 0. Apos a disposicao inicial dos clusters em t = 0, é conveniente
j& agrupar objetos situados muito perto um do outro. Denomina-se essa proximidade por
omin, tal que objetos cuja distancia euclidiana seja menor ou igual a omin sao agrupados.
Essa é a fusao para t = 0. Ja para t > 0, procura-se, a cada iteracao, por clusters cujos
estados de energia sejam suficientemente semelhantes. Denomina-se essa semelhanca por
emin, de modo que clusters cujos estados de energia tenham distancia euclidiana menor

ou igual a emin sao agrupados.

A fim de realizar a fusdo, é necessario criar uma parti¢do do conjunto C’(t), tal que
os clusters contidos numa mesma parte sejam todos agrupados entre si. A particdo P(t)

procurada é definida como
P(t) = {Mm(t) - C"(t)}, m = 1...tamanho da partigao (4.7)

onde M,,(t) representa cada parte da particdo. Todo cluster estard em uma e somente
uma parte. Havendo dois clusters tal que a distancia entre seus respectivos objetos seja
menor ou igual a omin (t = 0), ou a distancia entre seus estados de energia seja menor

ou igual a emin (t > 0), esses clusters estarao na mesma parte e serao agrupados.

Define-se merge(M,,(t)) como sendo uma operacao capaz de tomar uma parte M,,(t)

de alguma particao e transforma-la num novo cluster, resultado da fusao dos clusters de

M (t): ¢
S
¢/ (t)EMm ()
/ ara t =0
(0] ’
merge(Mp,(t)) = e
ge(Mu(t)) D> |ei(t) - lobj(c(t))] )
cj(t)EMm (t) parat >0
> b))
C;(t)eM'm(t)

\
onde |M,,(t)| e |obj(ci(t))| referem-se, respectivamente, ao tamanho da parte M,,(t) e
ao tamanho do conjunto obj(ci(t)) de objetos do cluster c(t). Nota-se que, para t = 0,
o cluster resultante possui estado de energia igual & média dos estados de energia dos
clusters que entraram em fusao. Para ¢t > 0, o estado de energia resultante é igual a
média ponderada pelo tamanho dos clusters, ou seja, quanto mais objetos um cluster
possui, mais influente ele é. Na verdade, a primeira expressao, para t = 0, é um caso
especial da segunda, visto que em ¢ = 0 todo cluster tem tamanho igual a 1. Entao,

o novo conjunto C(t) resultante da fusao dos clusters em C’(t), agora organizados na
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particao P(t), é
C(t) = {merge(Mm(t))}, m = 1...tamanho da particao (4.9)

Passa-se agora ao processo de troca de energia. Define-se neighborhood(o;,t) como
sendo o conjunto dos nneighbors o; mais proximos de o;, que nao fagam parte do mesmo
cluster de o; na pos-fusao da iteracao t. O parametro nneighbors simplesmente limita
a quantidade de vizinhos considerados na troca de energia. neighborhood(o;,t) pode
resultar num conjunto menor que nneighbors, caso a quantidade de objetos nao seja mais
suficiente. Observar que nao faz sentido a interacao entre objetos contidos num mesmo

cluster, uma vez que ja compartilham o estado de energia.

Entao, define-se uma funcao chamada resultant que informa a variacao do estado de
energia que cada cluster “deseja” ter entre os instantes t e ¢t + 1. Mais precisamente,

trata-se de um par de fungoes, uma para os clusters:
resultant(c;(t)) = (resultant(ei,l(t)), . ,resultant(eiynobj(t)» (4.10)

e outra para as componentes dos clusters:

€.k t) — €i.k t
resultant(e; x(t)) = Z [ ’O(b])(cz(t))‘( ) ‘

Om Eobj (Ci (t))
on Eneighborhood(om,t)

- exchange(c;(t),c;(t), k) - falloﬁ(”om—onﬂ)] (4.11)

onde c;(t) = cluster(o,,t), €;i(t) refere-se as componentes de c;(t) e |0, — 0,] ¢é a
distancia entre o,, e 0,. Observam-se, na definicao de resultant, duas outras fungoes:

exchange e falloff (fall off).

exchange : R™% x R™ x N+ R (4.12)
falloff :R+—R (4.13)

Essas outras duas func¢oes fornecem fatores para o calculo de resultant e constituem
parametros do presente método de agrupamento. Informalmente, exchange diz qual a
taxa de troca de energia entre dois clusters em funcao da diferenca entre seus estados
de energia. Ja falloff diz o quanto diminui a influéncia entre dois objetos em fungao da

distancia que os separa.

Foi dito que resultant refere-se & variacao do estado de energia “desejada” por cada
cluster. No entanto, quando os estados de energia de dois (ou mais) clusters caminham

um em dire¢ao ao outro, convergindo ao equilibrio, deve-se evitar que quando cheguem
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variagao = emin

variacao = resultant

estado desejado

novo estado
ci(t+1)
estado estabelecido
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estado original de energia
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estado original de energia
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Figura 4.2: Dois estados de energia num movimento simétrico de aproximagcao. Em (a), a situagao
indesejada, onde a distancia entre eles apds a variagao se torna maior que a distancia antes da
variacao. Em (b), a variagdo sendo limitada por emin.

razoavelmente perto, uma proxima iteracao lance-os com demasiada violéncia a lados
opostos, tornando-os mais distantes do que estavam. A Figura (a) ilustra essa situagao
indesejada. Introduz-se entao a fun¢ao normalization(t), cujo objetivo é gerar um fator
capaz de normalizar a variacao de energia de todos os clusters, de modo que a maior das
variacoes seja igual a constante emain:

normalization(t) = cmin i=1...|C(t)] (4.14)

max ({ ||resultant(c;(t))]] }) ’

onde ||[resultant(c;(t))|| e |C(t)| denotam, respectivamente, a magnitude do vetor resultant(c;(t))
e o tamanho do conjunto C(t). A fun¢do max resulta, consequentemente, na maior das
variagoes do estado de energia. A Figura (b) ilustra a variacao dos estados de energia
sendo limitada por emin. Essa figura ilustra o caso onde a variagao é a méxima possivel,
ou seja, igual a emin. Vale lembrar que quando a distancia entre os estados de energia de
dois clusters torna-se menor ou igual a emin, esses clusters sao definitivamente agrupa-
dos. Importante notar também que, caso o maior dos valores para resultant seja menor
que a constante emin, normalization aumenta todas as variacoes de energia, evitando
que a convergéncia do processo de agrupamento seja muito lenta. Assim, valores grandes
de emin aumentam a velocidade de convergéncia, mas reduzem a precisao do processo de

agrupamento.

Finalmente, a variacao efetiva do estado de energia de cada cluster:

e; ;(t +1) = e;;(t) + resultant(e; ;(t)) - normalization(t) (4.15)

Importante notar que todo o processo de agrupamento consiste na intercalacao de dois

sub-processos: fusao dos clusters e troca de energia entre os clusters. A fusao leva de um
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Tabela 4.1: Os parametros do método baseado em dindmica de troca de energia.

Parametro Descricao
omin Objetos cuja distancia seja menor ou igual a omin sao
agrupados ja em ¢t = 0.
emin Clusters cuja diferenca entre seus estados de energia seja

menor ou igual a emin sao agrupados. Valores grandes
de emin aceleram a convergéncia, mas reduzem a preci-
sao do processo de agrupamento.

nneighbors Ntimero de vizinhos considerados. Cada objeto, a cada
iteragao, s6 troca energia com os nneighbors vizinhos
mais proximos que nao pertencem ao mesmo cluster.
exchange(c;(t),c;(t), k) | Define a taxa de troca de energia entre dois clusters em
funcao da diferenca entre seus estados de energia.
falloff (|lom — on|) Define o quanto diminui a influéncia entre dois objetos
em funcao da distancia que os separa.

conjunto C’(t) de clusters a um novo conjunto C(t), eventualmente menor que C’(t). A
troca de energia leva o estado de energia de cada cluster c;(t) a um novo valor em c}(t+1).

A Tabela sumariza os parametros do método descrito.

4.2 Experimentos realizados

Simulagoes foram realizadas com o método de agrupamento de dados baseado em di-
namica de troca de energia proposto neste trabalho. As Secoes e trazem,

respectivamente, os resultados de simulagoes sobre conjuntos de dados artificiais e reais.

Todas as simulagoes empregaram os seguintes parametros: omin = 0,1, emin = 0, 02,
nneighbors = 20 e exchange(c;(t),c;(t),k) = 1. Esse valor para exchange, quando
aplicado na Equacao (4.11)), faz a intensidade da troca de energia entre dois objetos ser
diretamente proporcional & diferenca entre seus valores de energia. O parametro variado
foi a funcao falloff, que para todos os conjuntos testados, assumiu: falloff = 1/]|0,, —0,||

e falloff = 1/||o, —0,||°, lembrando que ||o,, —0,|| representa a distancia entre os objetos.

Os conjuntos de dados utilizados neste trabalho sao formados por classes de objetos.
Essas classes existem a priori. Contudo, o método de agrupamento nao as “conhece”,
evidentemente. Seu objetivo é justamente “descobri-las”. Assim, a fim de mensurar o
processo de agrupamento, rastreou-se o crescimento de um cluster representativo de cada
classe do conjunto de dados. Seja uma classe A. Entao procurou-se pelo cluster que, ao
longo de todo o processo de agrupamento, detivesse a maior quantidade de objetos da
classe A. Mediu-se, entao, a relagao entre a quantidade de objetos da classe A presentes

no cluster e o tamanho do proprio cluster.
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Figura 4.3: Dois conjuntos artificiais de dados utilizados nas simulagdes.

4.2.1 Experimentos com dados artificiais

Geraram-se dois conjuntos artificiais de dados, como mostrado na Figura 1.3l Cada
conjunto ¢ identificado simplesmente como Conjunto de dados 1 e Conjunto de dados 2.

O Conjunto de dados 1 contém trés classes. As Classes A e B sao formadas, cada uma,
por 150 objetos distribuidos aleatoriamente por uma semicircunferéncia de raio 7,5. A
Classe C, ao redor das outras duas, é formada por 250 objetos distribuidos aleatoriamente
por uma circunferéncia de raio 18. Em todas as classes, o valor angular de cada objeto
teve probabilidade uniforme pela circunferéncia (ou semicircunferéncia) e o valor radial
seguiu uma distribuigao de probabilidade normal (gaussiana) com valor esperado igual ao
raio e desvio padrao igual a 1.

O Conjunto de dados 2 contém duas classes. Cada uma delas é formada por 300 objetos
distribuidos aleatoriamente ao redor de um ponto, seu centro. Seguiu-se uma distribuicao
de probabilidade normal bivariada, com desvio padrao igual a 4 para a Classe A e 6 para
a Classe B, em ambas as dimensoes. Os centros de cada classe distam 20 unidades um do
outro.

Na Figura [4.4] mostram-se os resultados sobre o Conjunto de dados 1. Dentre os dois
experimentos, observa-se desempenho consideravelmente melhor com falloff = 1/||0,, —
0,|°. Nele, as Classes A e B sdo perfeitamente agrupadas, e permanecem assim por varias
iteragoes, antes que comecem a se misturar. A Classe C atinge também seu estado ideal,
permanecendo assim durante uma iteragao somente, a iteracao t = 329, como detalhado
na Figura |4.5|

Na Figura [4.6] mostram-se os resultados sobre o Conjunto de dados 2. Observa-se

desempenho ligeiramente melhor com falloff = 1/]|0,, — 0,]|°. As duas classes mantém-
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Figura 4.4: Resultados das simulagoes sobre o Conjunto de dados 1.

falloff = 1/distancia® | Classe C
600
Quantidade méaxima de objetos
500 * Quantidade de objetos da Classe C
o Tamanho do cluster
400
u
2
9300
.g Quantidade méxima de objetos da Classe C
200
100 . ®
» ® ® @ @ ® ®
0 . . . . . . . .
320 321 322 323 324 325 326 327 328 329 330
iteracoes

Figura 4.5: Evolugao do cluster representativo da Classe C, nas dltimas iteracoes da simulagao

sobre o Conjunto de dados 1, empregando falloff = 1/[|o,, — o, ||°.
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Figura 4.6: Resultados das simulagoes sobre o Conjunto de dados 2.

se praticamente puras por bastante tempo, mas quando chegam perto de tornarem-se

completas, misturam-se bruscamente.

4.2.2 Experimentos com dados reais

Mostram-se aqui os resultados de simulac¢oes sobre um conjunto de dados denominado
Iris Data Set, obtido do UCI Machine Learning Repository (http://archive.ics.uci.
edu/ml/index.html). Esse conjunto é comumente empregado para avaliagao de métodos
de classificacao ou agrupamento de dados. Ele é composto por trés classes, cada uma
contendo 50 objetos. Cada classe representa uma espécie da planta Iris: Iris setosa,
Iris versicolor e Iris virginica. Cada objeto é formado por quatro atributos: tamanho e

largura da sépala e da pétala, em centimetros.

Os resultados obtidos sdo mostrados na Figura[£.7, Observa-se bom desempenho para
a classe Iris setosa, principalmente com falloff = 1/||0,, — 0,]|°>. Ela chega perto de ser
completamente agrupada antes que comece a se misturar com as duas outras. A partir
dai, a mistura é brusca. Para as outras duas classes, no entanto, houve desempenho
insatisfatorio. De fato, as classes Iris versicolor e Iris virginica estao “encostadas” uma

na outra, enquanto a classe Iris setosa mantém-se distante.
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Figura 4.7: Resultados das simulagoes sobre o conjunto Iris.

4.3 Consideracoes finais

O método proposto e estudado neste trabalho exibe caracteristicas interessantes. Concei-
tualmente, é um método simples, baseado na gradativa troca de energia entre os elemen-
tos constituintes do sistema, os objetos. Contudo, essa simplicidade mostra-se capaz de
agrupar objetos com distribuicao relativamente complexa, como mostraram as simulacoes
sobre o Conjunto de dados 1. Os resultados sugerem que esse método é capaz de separar
e agrupar classes de formas arbitrarias, desde que a distancia entre objetos adjacentes de
uma mesma classe seja, em geral, menor que a distancia entre objetos de classes distintas.

Alguns conjuntos de dados nao exibem, entretanto, uma distribuigao contendo classes
tao bem-separadas. Neles ocorrem pareamento ou sobreposicao de classes. Os resultados

das simulagoes sobre o Conjunto de dados 2 e sobre o conjunto Iris exibem a dificuldade
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em se agrupar objetos com uma distribuicao desse tipo.

Os experimentos aqui realizados compararam o resultado do agrupamento com a par-
ticao de referéncia. Na pratica, entretanto, tal particao de referéncia nao existe. Torna-se
necessario, entao, um estudo mais detalhado para saber qual é a particao — dentre a
hierarquia de particoes geradas — que melhor representa o conjunto de dados. Pode-se
pesquisar por critérios internos e relativos de validacao capazes de mensurar a qualidade
de tais partigoes.

Como informado no texto, o estado de energia de cada objeto é caracterizado por um
vetor de dimensao tao grande quanto a propria quantidade de objetos. Como vantagem,
pode-se atribuir estados de energia completamente independentes entre os objetos, evi-
tando que o processo de agrupamento seja dependente de atribuicoes aleatorias. Como
desvantagem, o custo computacional, tanto em espago quanto em tempo. Assim, a in-
fluéncia que a reducao da dimensao desse vetor exerce sobre o processo de agrupamento

representa um estudo ainda a ser realizado.
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Capitulo 5

Agrupamento guiado por troca positiva

e negativa de energia

Um aspecto notavel da técnica apresentada no capitulo anterior é que todos os objetos
estao fadados a um mesmo estado de energia. Isso acontece pois hé somente atracao entre
eles. Assim, desenvolveu-se uma segunda técnica de agrupamento em que, além da troca
de energia no sentido de atracao, ha também troca no sentido de repulsao — chamada
troca negativa —, tal que objetos muito diferentes tendam a tomar estados de energia

também diferentes. Essa técnica foi publicada no seguinte trabalho:

Roberto Alves Gueleri & Zhao Liang. An Energy Exchanging Mechanism
for Data Clustering. In: Proceedings of the 2012 Brazilian Symposium on
Neural Networks (SBRN 2012). Pages 31-36. DOI 10.1109/SBRN.2012.34

Pelas secoes seguintes, ¢ descrita a técnica baseada em dindmica de troca positiva e
negativa de energia, seguida da apresentacao de uma série de experimentos realizados e
a discussao de seus resultados. No final, sao apresentadas ideias para otimizar a técnica

proposta, assunto que nao foi publicado no trabalho acima mencionado.

5.1 Descricao da técnica

Inicialmente, a cada objeto é atribuido um estado de energia. Conforme o processo
avanca, os objetos vao trocando energia entre si. A distancia que separa cada par de
objetos define seu grau de interagao. Essa interacao diminui conforme a distancia entre os
objetos aumenta, sendo positiva para objetos proximos e negativa para objetos distantes.
A interacao positiva tende a aproximar os estados de energia, enquanto a negativa tende a
afasté-los. Espera-se que, para uma escolha adequada de parametros, o sistema atinja um
estado estacionério onde objetos similares mantenham estados de energia mais proximos

que objetos diferentes.
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Rigorosamente, esse processo sozinho nao caracteriza um algoritmo de agrupamento.
Uma particao dos dados nao é formada. Ao invés disso, ele mapeia os objetos de seu
espago original (o espago de atributos) em um novo espago chamado espago de energia.
Espera-se, com isso, que os objetos nesse novo espaco de energia sejam mais facilmente
agrupaveis. Para completar o processo, aplica-se algum algoritmo de agrupamento, mas
sobre os objetos no novo espago de energia. Os experimentos realizados neste trabalho

empregaram o algoritmo k-médias, descrito na Secao [2.4.1]

Agora, descreve-se formalmente esse processo dinamico de troca de energia. Seja m a
quantidade de atributos que caracterizam os objetos. Assim, cada objeto o; é dado pelo

vetor

0o; = (Oi,h 0§25« ,Oi,m) (5-1)

onde cada componente o; 5, ¢ um atributo numérico real.

Seja n a quantidade de objetos e t o indice de iteragao do sistema dinamico, tal que
t = 0 representa o estado inicial do sistema. Assim, cada objeto o; esta associado a um

vetor estado de energia e;,

e(t) = (em(t), eia(t),... ,ei,n(t)) (5.2)

onde cada componente e; x(t) representa um nivel de energia do objeto i na iteragao t.
Notar que, diferentemente dos objetos em seu espago original, seus estados de energia

variam com o tempo, ou seja, os estados de energia se movem pelo espago de energia.

Um grau de interagao inter(o;,0;) é definido para cada par de objetos,
inter(0;, 0;) = pos(o; — o, ]) — neg(o; — o, (5.

onde ||o; — 0| é a distancia euclidiana entre o; e 0;. pos(|lo; —o,||) e neg(|jo; —0;]|), por
sua vez, sao funcoes tais que pos(|lo; — 0;||) seja estritamente decrescente, neg(|lo; —o,||)

seja estritamente crescente e ambas sejam positivas.

Desse modo, a funcao de interacao resultante é estritamente decrescente e vale zero
para alguma distancia positiva. Isso esta de acordo com a ideia de que objetos distantes
devam manter menor interacao. Essa funcao é também positiva para distancias pequenas
e negativa para grandes distancias. Caso a distancia entre algum par de objetos resulte
numa interagao igual a zero, entao nao haverd nenhuma troca de energia diretamente

entre eles.
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A evolucao do sistema é entao regida por

) 0 parai#k
e (0) = 1 parai=k (5:4)
eir(t+1) =eir(t) + a Z (ek(t) — eix(t))inter(o;, 0;) (5.5)

onde o; representa todos os demais objetos tais que
inter(0;,0;) <0 = (e;x(t) > 0 Aeji(t) > 0) (5.6)

ou seja, se inter(o;,0;) < 0, entdo nem e;;(t) < 0 nem e;;(¢f) < 0, do contrario nao
havera troca entre o; e o; para a componente de energia k. Essa restrigao estabelece um
limite inferior igual a zero para qualquer componente de energia. Precisamente, devido a
natureza discreta desse processo, essas componentes poderao eventualmente tomar valores

ligeiramente menores que zero.

A constante o determina a precisao do processo. Valores pequenos resultam em maior
precisao, mas tornam lenta a convergéncia. Grandes valores, por sua vez, podem até
mesmo tornar instavel todo o processo. Uma boa escolha para a deve equilibrar precisao
e tempo de convergéncia. Tal escolha é influenciada pela quantidade e disposicao dos
objetos, como também pela fun¢ao de interacao. Portanto, nao é trivial uma escolha

apropriada para «, podendo até mesmo ser empirica tal escolha.

Da Equacao 5.5, pode-se observar que para cada ganho corresponde uma perda de
energia. Assim, a soma total de energia permanece constante durante todo o processo.

Precisamente,

D ent)=1 kit (5.7)

ou seja, em qualquer iteragao t, a soma de qualquer componente k sobre todos os objetos

7 vale 1.

Para interagao positiva, esse processo ¢ semelhante a um processo fisico de conduc¢ao
de calor. Energia é transferida de objetos mais energizados para os menos energizados.
A taxa com que acontece essa transferéncia é proporcional a diferenca entre os niveis
de energia, como pode ser visto na Equacao [5.5] Conforme essa diferen¢a diminui, a
transferéncia de energia torna-se mais suave. Caso houvesse somente interagao positiva
entre os objetos, todos eles seriam conduzidos a um mesmo estado de energia. Para
interacao negativa, entretanto, o sistema se comporta de modo contrario, forcando os
objetos a tomarem estados de energia cada vez mais distintos uns dos outros, lembrando
que as componentes de energia estao limitadas a valores entre 0 e 1. Uma ilustracao de
como esses dois tipos distintos de interacdo (positiva e negativa) atuam sobre os estados

de energia dos objetos é dada na Figura [5.1]
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Figura 5.1: Como as interagoes positiva e negativa atuam sobre os estados de energia dos objetos.

Dado um conjunto de objetos e um conjunto de parametros, esse processo é completa-
mente deterministico. Cada vetor estado de energia requer tantas componentes quantos
sao os objetos a serem agrupados. Como dito na Equagao essa alta dimensionalidade
permite uma total independéncia entre os estados de energia dos objetos no inicio do pro-
cesso. Como consequéncia, uma vez que esse processo nao se apoia em nenhuma escolha
aleatoria para o estado inicial dos objetos, nenhum deles eventualmente tirara vantagem
— ou desvantagem — dessas escolhas arbitrarias. Assim, o processo de formagao dos
clusters € completamente determinado pelo proprio conjunto de objetos, acompanhado

de um conjunto de parametros.

5.2 Experimentos realizados

Experimentos foram realizados com esse processo dindmico baseado em troca positiva e
negativa de energia. Apresentam-se aqui seus resultados. Todos empregaram a seguinte

classe de fungoes de interagao:

pos(d) = pd~"° (5.8)
neg(d) = nd? (5.9)
resultando
1
inter(o;,0;) = pos(d) — neg(d) = pd " — nd” (5.10)

o4



) \ \ neg(distancia)
1 Sm—
e —— pos(distancia)
0
1 \‘
S ——

pos(distancia) - neg(distancia) i

3 N N

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15
distancia

Figura 5.2: Comportamento da func¢ao de interagao.

onde d significa a distancia entre os objetos o; e 0;, ou seja, d = ||o; — 0,|. p, n, B ey
sao constantes positivas tomadas como parametros.

E desejavel que se possa controlar a distancia para a qual a interacdo resulte em zero.
Chamemos tal distancia simplesmente de zero a. Essa é a distancia a partir da qual a

interacao se torna negativa. Uma vez que

1
inter(0;,0;) =0 <= pd P =nd’ <= p= N5

fazendo-se n = 1, tem-se p em funcao de d,

1
dv

Assim, definidos os parametros 8 e 7, atribui-se n = 1 e determina-se p em funcao da

distancia d. Essa escolha de p faz com que a interacao seja zero para a distancia desejada

d.

Um exemplo de como essa classe de fungoes de interacao se comporta é mostrado na
Figura[5.2] Definiu-se § = 2, v = 4 e valor zero para d = 5.

Todos os experimentos foram conduzidos do seguinte modo:

1. Escolheram-se valores para «, e v, como também a distancia para a qual a inte-
racao fosse zero, entao calculando o correspondente valor de p. Valores apropriados

para o foram obtidos empiricamente.
2. Iniciou-se o processo, deixando-o rodar por 3000 iteracoes.

3. Aplicou-se o algoritmo k-médias sobre o conjunto resultante de vetores de ener-

gia. Depois, obteve-se o indice Rand (ver Segao [2.5]) sobre a parti¢ao resultante.
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Tabela 5.1: Valores de o usados no Experimento 1.

Zero a4 Zero a 16
0,000125 0,000025
0,000025  0,000005
0,000005  0,000001

D @
Il
W N =

Empregou-se uma versao do k-médias que posiciona os centroides iniciais sobre dife-
rentes objetos tomados aleatoriamente. Sabendo que o k-médias é sensivel a escolha
inicial dos centroides e é propenso a ficar preso em solugdes ruins (Hastie et al., 2001
Alpaydin, [2004; Xu & Wunsch 11 2009; Faceli et al., 2011]), aplicou-se o algoritmo

k-médias 50 vezes, tomando-se entao a média dos 10 melhores resultados.

5.2.1 Experimento 1: arcos entrelacados

Os resultados do Experimento 1 sao apresentados na Figura Ele foi realizado sobre
o conjunto de dados mostrado na Figura (a), composto por duas classes dispostas ao
longo de duas semicircunferéncias. Cada classe possui 150 objetos. Ha ainda mais 100
objetos representando ruido e dispostos por um quadrado de 24x24 unidades.

Resultados de diferentes combinagées de 8 e v sao mostrados nas Figuras [5.3|c), (d)
e (e). O ruido foi desconsiderado ao se calcular o indice Rand. O indice Rand obtido de
uma mera atribuicao aleatoria dos objetos por dois clusters resulta em aproximadamente
0,5. Ja o indice Rand obtido da aplicacao do k-médias sobre o conjunto original de
dados resulta em 0,775. Assim como acontece com o conjunto de dados processados, os
resultados sobre o conjunto original sao a média dos 10 melhores resultados dentre 50
execugoes. Vale notar que o valor maximo que o indice Rand pode tomar ¢é 1, significando
que a parti¢ao resultante coincide exatamente com a parti¢ao de referéncia (Xu & Wunsch
11, 2009; Faceli et al., 2011]).

Valores para a foram escolhidos conforme a Tabela Por exemplo, para =1, «
varia de 0,000125 (zero a 4) até 0,000025 (zero a 16). Valores intermediarios sao gerados
por interpolagao linear. Por questoes praticas, na primeira iteracao foi atribuido um
valor extremamente pequeno a « (bem menor que os correspondentes valores da tabela),
incrementando-o progressivamente até o valor apropriado. Mas tudo isso somente durante
as primeiras iteragoes. Em todo o restante do processo, os valores de « corresponderam
aos valores indicados na tabela. Isso porque o processo de troca de energia se apresenta
muito brusco no inicio, sendo suavizado por um valor pequeno de a.

Considere um dos melhores resultados, especificamente um daqueles para § = 3,
v = 6 e zero a 8,5, que resulta em um indice Rand igual a 1. Sua evolu¢ao é mostrada
na Figura [5.3(f). Ali, héa seis medigoes tomadas durante o processo: 1° quartil (Q1),
mediana e 3° quartil (Q3) das distancias entre todos os pares de objetos (em termos de

seus estados de energia), divididas em pares de uma mesma classe (intra-classe) e pares de
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Figura 5.3: (Colorida na versao digital) Resultados de um dos experimentos. (a): O conjunto
original de dados. (b): Um dos melhores resultados, especificamente, um daqueles para = 3,
v=6¢ezeroa8,5. (c), (d) e (e): Resultados para diferentes combinagoes de 5 e 7. (f): Evolucao
do processo para f = 3, v = 6 e zero a 8,5. Mostram-se o 1° quartil (1), a mediana e o 3° quartil
(Q3) das distancias entre os estados de energia de todos os pares de objetos, separados em pares
de uma mesma classe (intra-classe) e pares de classes distintas (inter-classe).
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Tabela 5.2: Valores de a usados nos Experimentos 2 e 3.

Zeroal Zeroad
0,00025  0,00005
0,00005  0,00001
0,00001  0,000002

™™
Il
W N =

classes distintas (inter-classe). Pode-se observar que o processo se apresenta razoavelmente
estavel apos algum tempo e as diferentes classes parecem estar bem separadas. Por fim,
a parti¢ao resultante ¢ mostrada na Figura [5.3|(b).

A partir desse experimento, observa-se que ha certas faixas de parametros, especial-
mente para = 3, que conduz a resultados muito bons. Embora o k-médias nao seja
adequado para o conjunto original de dados, ele atua muito bem quando aplicado aos
vetores de energia dos objetos. Esses resultados sugerem que o processo aqui apresentado
¢ adequado a conjuntos de dados cujas classes desenham regides densas de objetos, sepa-
radas umas das outras por regioes de baixa densidade. Esse processo também se mostra

resistente a certa quantidade de ruido.

5.2.2 Experimento 2: um anel ao redor

Os resultados do Experimento 2 sdo apresentados na Figura[5.4] Ele foi realizado sobre o
conjunto de dados mostrado na Figura (a). Tal conjunto é composto por duas classes:
uma cujos objetos sao espalhados ao redor de um ponto — uma gaussiana — (Classe 1) e
a outra cujos objetos sdo espalhados ao redor de uma circunferéncia (Classe 2). A Classe 1
contém 100 objetos e a Classe 2 contém 300 objetos.

Assim como no experimento anterior, resultados de diferentes combinagoes de 3 e ~
sdo mostrados nas Figuras [5.4{(c), (d) e (e). Além do indice Rand obtido da atribui¢ao
aleatoria, ha uma comparacao com o indice Rand obtido quando todos os objetos sao
atribuidos a um s6 cluster, este resultando em 0,624. Isso acontece porque o conjunto de
dados é desbalanceado, ou seja, as classes possuem quantidades diferentes de objetos. Por
outro lado, a aplicacao do k-médias diretamente no conjunto original de dados nem faz
sentido, visto que o k-médias nao consegue lidar com o tipo de distribuigao ali presente, o
que resultaria em parti¢goes muito ruins (Hastie et al., 2001} |Alpaydin, 2004} Xu & Wunsch
11, 2009; Faceli et al., [2011]). Valores para « foram escolhidos de modo semelhante ao do
experimento anterior, mas agora conforme a Tabela[5.2] A evolu¢do de um dos melhores
resultados, assim como sua parti¢ao resultante, sdo mostradas nas Figuras p.4[f) e (b),
respectivamente. Esse resultado é um daqueles para § = 3, v = 2 e zero a 2, 2, que resulta
em um indice Rand igual a 0,966.

A partir desse experimento, assim como no anterior, observa-se que ha certas faixas de
parametros, especialmente para = 3, que conduz a bons resultados. Da Figura (a),

nota-se a existéncia de alguns objetos completamente misturados pelas diferentes classes,
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Figura 5.4: (Colorida na versao digital) Resultados de um dos experimentos. (a): O conjunto
original de dados. (b): Um dos melhores resultados, especificamente, um daqueles para § = 3,
v=2ezeroa?22. (c),(d) e (e): Resultados para diferentes combinagoes de 5 e . (f): Evolucao
do processo para 3 = 3, v = 2 e zero a 2,2. Mostram-se o 1° quartil (Q1), a mediana e o 3° quartil
(Q3) das distancias entre os estados de energia de todos os pares de objetos, separados em pares
de uma mesma classe (intra-classe) e pares de classes distintas (inter-classe).
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fazendo com que o indice Rand resulte em valores ligeiramente inferiores a 1. Novamente,
o k-médias atua muito bem no espago de energia cujos vetores sao transformados pela
técnica proposta, em contraste com os dados em seu espago original. Isso reforca a
afirmacao de que esse processo é adequado a conjuntos de dados cujas classes sao formadas

por densas regioes de objetos, separadas umas das outras por regioes de baixa densidade.

5.2.3 Experimento 3: tamanhos diferentes

Passemos, por fim, ao experimento da Figura Ele foi realizado sobre o conjunto de
dados mostrado na Figura (a), composto por duas classes cujos objetos sao espalhados
ao redor de um ponto — duas gaussuanas. A primeira classe (Classe 1) contém 80
objetos, enquanto a outra (Classe 2) contém 320 objetos e abrange uma area maior —
maior variancia. Embora a forma de cada uma dessas classes (sozinhas) seja adequada ao
algoritmo k-médias (objetos espalhados ao redor de um ponto), seus diferentes tamanhos
(em termos de area) tornam a tarefa mais dificil (Hastie et al., [2001} Alpaydin| 2004; Xu
& Wunsch 11 2009; Faceli et al., 2011]).

Como nos experimentos anteriores, os resultados de diferentes combinagoes de 3 e ~
sao mostrados nas Figuras [p.5]c), (d) e (e). H& uma comparacdo com o indice Rand
de uma atribuicao aleatoéria e da atribuicao de todos os objetos a um s6 cluster, este
tltimo resultando em 0,679. O indice Rand obtido da aplicacao do k-médias sobre o
conjunto original de dados resulta em 0,874. Trata-se, mais uma vez, da média dos 10
melhores resultados dentre 50 execucoes. Os valores de a sdo exatamente os mesmos do
Experimento 2, mostrados na Tabela 5.2 A evolugdo de um dos melhores resultados e
sua particao resultante sio mostrados nas Figuras [5.5(f) e (b), respectivamente. Esse
resultado é um daqueles para § = 3, v = 2 e zero a 2,8, que resulta num indice Rand
igual a 0,980.

Novamente, é possivel observar resultados muito bons, mas desta vez para uma faixa
mais ampla de parametros. Da Figura (a), nota-se também a existéncia de alguns
objetos completamente misturados pelas diferentes classes, fazendo com que o indice Rand
resulte em valores ligeiramente inferiores a 1. Esse conjunto de dados impoe uma mistura
ainda maior na fronteira entre as duas classes. Ainda assim, a técnica aqui proposta

mostra-se resistente a tal sobreposigao.

5.3 Reducgao da dimensionalidade do espaco de energia:

“agrupamento por cores”

Embora a técnica de dinamica de troca de energia descrita neste capitulo possua caracte-
risticas interessantes e mostre bons resultados com relacao a sua acuracia, ela apresenta-se

computacionalmente muito custosa. Cada vetor de energia requer tantas dimensoes quan-
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Figura 5.5: (Colorida na versao digital) Resultados de um dos experimentos. (a): O conjunto
original de dados. (b): Um dos melhores resultados, especificamente, um daqueles para § = 3,
v=2ezeroa?2,8. (c), (d) e (e): Resultados para diferentes combinagdes de 5 e . (f): Evolugao
do processo para 3 = 3, v = 2 e zero a 2, 8. Mostram-se o 1° quartil (Q1), a mediana e o 3° quartil
(Q3) das distancias entre os estados de energia de todos os pares de objetos, separados em pares
de uma mesma classe (intra-classe) e pares de classes distintas (inter-classe).

61



tos sdo os objetos do conjunto de dados. E a cada passo (iteragao), cada objeto interage

com todos os demais.

Seja N o numero de objetos e M a quantidade de atributos que os caracterizam.
O célculo do grau de interagao (inter(o;,0;)) entre todos os pares de objetos demanda
O(N?- M) operagoes. Apos isso, os M atributos originais nao mais sdo processados. Seja
E a dimensionalidade do espaco de energia. Quando o processo dindmico se inicia, cada
passo requer O(N? - E) operagoes, e como F = N, resulta-se em O(N?) operagoes a cada
passo. Por fim, sendo 7" o niimero total de passos do processo dindmico, a complexidade de
tempo de todo esse processo (desconsiderando a aplicagao do k-médias ou outro algoritmo
no final) ¢ O(N? - M + T - N?), que pode ser considerado bastante caro. Se assumirmos
que M (a quantidade de atributos) é menor que N (o tamanho do conjunto de dados), a
complexidade total se torna (T - N?).

Torna-se necessaria, pois, a otimizagao dessa técnica de dinamica de troca de energia.
Nesse sentido, apresenta-se aqui um estudo — ainda parcial — do impacto que a reducao
da dimensionalidade do espaco de energia tem sobre a dindmica e a acuracia da técnica.
Investiga-se, especificamente, o espago de energia formado por apenas trés dimensoes.
Vinculando-se cada dimensao ao espago de cores RGB (Red Green Blue), é apresentada,
ao longo desta secao, uma série de figuras que procuram ilustrar a evolucao da dindmica
de troca de energia em diferentes cenarios. Mais ao final da secao, é apresentada também
uma breve discussao sobre dinamicas onde cada objeto nao interage — diretamente —
com todos os demais, mas com apenas alguns deles. Em particular, se considerarmos a
técnica onde cada objeto interage com um niimero bem limitado — e fixo — de outros

objetos tomados aleatoriamente, a complexidade total de tempo se torna O(N - (M +1T)).

Para o estudo aqui proposto, algumas modifica¢oes foram realizadas no modelo apre-
sentado na Secao [5.1l Primeiramente, é inapropriada a restricao de que cada componente
de energia e; ;, possa tomar somente valores dentro do intervalo [0;1]. A descontinuidade
causada pela existéncia dessas bordas no espaco de energia gera dificuldades se tivermos a
intengao de analisar (futuramente) a dinamica desse sistema sob um ponto de vista mais
teorico. Contudo, do modo como foi concebido na Equacao [5.5, a remocao dessas bordas
limitantes faz com que dois vetores em repuls@o (intera¢ao negativa) tenham a tendéncia
de que, quanto mais se afastarem, mais intensa sera a repulsao, provocando uma dispersao
muito acelerada dos vetores pelo espacgo de energia. O efeito contrario é desejavel: quanto

mais se afastarem, menos intensa a repulsao.

Nesse sentido, propoe-se um sistema dindmico cuja evolugao é regida por
eir(0) = N(0,1) (5.12)
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eir(t+1) =ein(t) +a- Z inter(o;,0,) - (ejx(t) — ei(t))-
lle:(t) —e; (D)l se inter(o;,0;) > 0

(5.13)

1 .
e (1) — e; ()] se inter(o;,0;) < 0

onde N(0, 1) representa um nimero aleatorio proveniente de uma distribuigao normal de
média 0 e variancia 1, e ||e;(t) — e;(t)|| representa a distancia euclidiana entre os vetores
de energia e; e e;.

Quanto a classe de fungoes de interacao, escolheu-se a mesma dos experimentos da

Secao

pos(d) = pd~"? (5.14)
1
neg(d) = nd” (5.15)
resultando
1
inter(o;,0;) = pos(d) — neg(d) = pd " — nd” (5.16)
lembrando que d significa a distancia entre os objetos o; e o;, ou seja, d = |lo; — o,

enquanto p, n, B e v sao constantes positivas tomadas como parametros. Aqui também
ajustaram-se os parametros p e n de modo que inter(o;,0;) = 0 para alguma distancia

desejada (zero a).

Por razoes praticas (tempo de simulagdo), ao invés de um valor fixo do parametro «,
este tem seu valor ajustado a cada iteragao. O objetivo é fazer com que, a cada iteragao,
o deslocamento dos vetores de energia sejam normalizados de modo que o maior deles
seja igual a uma precisao escolhida. Desse modo, o sistema ¢é acalmado quando tiver a
tendéncia de ser brusco e é acelerado quando tender a ser lento. A escolha da precisao e
a normalizacao dos deslocamentos acaba tendo o efeito de se atribuir um valor diferente
para « a cada iteragdo. Na pratica, atribui-se a = 1 e realiza-se a normalizacao. Obs.:
valor de precisao pequeno significa dindmica mais suave, enquanto valor grande significa

dinamica brusca, embora a seméantica da palavra “precisao” sugira o contrario.

Nas simulagoes aqui realizadas, foi escolhido um valor de precisao bem pequeno (dina-
mica suave) nas primeiras iteragoes. Seu valor foi sendo incrementado progressivamente
até a precisao final desejada, mas tudo isso somente durante as primeiras iteragoes. Isso
permite que o sistema seja “acomodado” de modo mais suave durante os primeiros passos.

Também por razoes praticas, como a funcéo de interacao inter(o;,0;) — 00, expo-
nencialmente, quando d — 0, é conveniente limitar a distancia minima que dois objetos
podem tomar, consequentemente limitando o valor maximo de inter(o;, 0;). Denotaremos

tal distancia minima por d,,;,. Mas ja que a disposi¢ao dos objetos é dada e nao se pode
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Figura 5.6: Mapeamento da componente de energia e;; para a componente de cor color; .
color; j, = (arctg(m - e; 1) /m) + 0, 5.

mexer, faz-se o seguinte: caso a distancia entre um par de objetos o; e 0; seja menor que
0 dypin estabelecido, simplesmente atribui-se inter(o;,0;) como igual ao valor que teria se

a distancia entre o; e o; fosse, de fato, igual a dy,.

A visualizacao da dindmica do processo de troca de energia foi concebida do seguinte
modo. Utilizaram-se conjuntos de dados compostos por dois atributos, assim cada objeto
é plotado diretamente num plano. Cada objeto é representado por um circulo, cuja cor
esté associada ao estado de energia do objeto. Uma vez que o espaco de energia ¢ formado
por trés dimensoes, é possivel mapear cada dimensao a uma componente de cor do espago
RGB. Seja color; o valor da k-ésima componente de cor (R, G ou B) do objeto o;. Seu
valor varia de 0 (escuro) a 1 (intenso). O mapeamento ¢ entdo obtido do seguinte modo:

tg(m - e
arctg(r - eix) | (5.17)

color; , =
T

A forma dessa fungdo ¢ ilustrada na Figura[5.6] A visualizagao da dinamica agrega ainda
mais uma informacao: a area de cada circulo é diretamente proporcional a distancia entre
o estado de energia do objeto e a origem do espaco de energia (distancia euclidiana). Ou

seja, quanto maior o circulo, mais distante o estado de energia esta da origem.

Apresentam-se, entao, os experimentos realizados. Nao se trata de séries extensivas
sobre gamas amplas de parametros. E enfatizado, sim, o comportamento do processo
dinamico em diferentes cenérios, ou seja, diferentes conjuntos de dados e diferentes para-
metros. A cada experimento realizado corresponde uma figura ilustrando sua evolugao.
Ao final de cada um, o algoritmo k-médias é aplicado e o indice Rand é calculado. O indice
resultante da aplicacao do k-médias sobre o conjunto original é usado para comparacao.

Conforme vinha sendo feito na Secao [5.2] o indice é a média dos 10 melhores resultados
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Figura 5.7: (Colorida) Conjunto bidimensional de dados formado por duas gaussianas: a da
esquerda contendo 160 objetos e a da direita, mais ampla, contendo 640. O estado de energia
inicial de cada objeto é mostrado, representado por circulos de diferentes cores (diregao do vetor) e
diferentes tamanhos (distancia & origem). Indice Rand do k-médias aplicado no conjunto original
de dados: 0,889.

dentre 50 execugoes do algoritmo k-médias.

Na Figura [5.7, mostra-se um conjunto artificial de dados formado por duas gaussia-
nas, ja representando o estado de energia inicial de cada objeto. O indice Rand obtido
do conjunto original é 0,889. Na Figura [5.8] o resultado de uma simulagao, mostrando o
estado do sistema em diferentes instantes. O indice Rand obtido ao final do processo é
0,949, mostrando um ganho substancial. Curioso notar que, no inicio do processo, os ve-
tores de energia aproximam-se da origem, algo evidenciado pelos pequenos circulos. Apos
isso, eles dispersam-se e, apds mais algum tempo, eles apresentam um comportamento
razoavelmente estavel. Esse fenomeno é observado em todas as simulacoes realizadas. E
desejavel que, quando o sistema atinja esse estado razoavelmente estavel, os vetores de
energia estejam separados segundo as diferentes classes. De fato, isso é observado e evi-
denciado pelas cores que os objetos tomam. Na Figura [5.9] é mostrada a disposi¢ao dos
vetores de energia em ¢t = 5000, instante em que o processo foi interrompido. Exibem-se
trés diferentes projecoes do espago de energia. Exibe-se também a trajetoria percorrida
por cada vetor desde o infcio do processo. E possivel notar que os vetores apresentam
certa tendéncia de se disporem ao longo de uma reta. Por fim, nas Figuras e [5.11],
mostram-se os resultados de duas outras simulagoes variando-se o parametro zero a. Os
indices Rand obtidos sao 0,951 e 0,944, equiparaveis ao da primeira simulacao. O com-
portamento do sistema é, entretanto, visivelmente diferente: quanto menor o parametro
zero a, mas repulsao ha entre os objetos e mais eles se dispersam.

O resultado sobre um segundo conjunto de dados é apresentado nas Figuras[5.12e[5.13

Trata-se de uma gaussiana envolvida por um anel. A aplicagdao do k-médias diretamente
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Figura 5.8: (Colorida) Evolugao da dinamica de troca de energia sobre o conjunto da Figura
utilizando-se zero a 2,5 unidades. Trés diferentes instantes sdo mostrados. Demais parametros:
B =3, v =2, precisio 0,1 e dyin = 0,1. Indice Rand do k-médias aplicado nos vetores de

energia em t = 5000: 0,949.
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Figura 5.9: (Colorida) O espago de energia em trés diferentes projegoes (RxG, BxG e RxB),
correspondente ao instante ¢ = 5000 do sistema mostrado na Figura[5.8] A trajetoria de cada
vetor de energia é mostrada. Os vetores (e suas trajetorias) estao separados em diferentes cores,
correspondendo as diferentes classes que originaram cada objeto: vermelha para a gaussiana
menor a esquerda e azul para a gaussiana maior.

sobre o conjunto original nao faz sentido. Contudo, para certa combinac¢ao de parametros,
a aplicacao do k-médias sobre os vetores de energia resultam em indice Rand 0,993, que
significa um agrupamento quase perfeito. A disposicao dos vetores de energia ao final
do processo é mostrada na Figura [5.14 Observa-se que os vetores provenientes do anel
dispoem-se também, no espago de energia, ao longo de um anel. Ja a gaussiana é expulsa
do interior do anel, e é justamente isso que permite ao k-médias a chance de agrupar
corretamente os dados. Duas questdes podem ser levantadas desse experimento. (1) Se o

espago de energia tivesse apenas duas dimensoes, sera que a gaussiana conseguiria escapar
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Figura 5.10: (Colorida) Evolucao da dindmica de troca de energia sobre o conjunto da Figura
utilizando-se zero a 1,5. Demais parametros: 3 = 3, v = 2, precisao 0,1 e dpin = 0,1. Indice
Rand do k-médias aplicado nos vetores de energia em ¢ = 5000: 0,951.
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Figura 5.11: (Colorida) Evolugao da dinamica de troca de energia sobre o conjunto da Figura
utilizando-se zero a 3,5. Demais parametros: § = 3, v = 2, precisao 0,1 e dpin = 0,1. Indice
Rand do k-médias aplicado nos vetores de energia em ¢ = 5000: 0,944.
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Figura 5.12: (Colorida) Evolucao da dinamica de troca de energia sobre conjunto bidimensional
formado por uma gaussiana ao centro, contendo 200 objetos, e um anel ao redor, contendo 600.
Em ¢t = 0, mostra-se o estado de energia inicial de cada objeto. Parametros: § =9, v = 1,5,
zero a 1,5, precisao 0,1 e dpmin = 0,4. A aplicagdo do k-médias no conjunto original nem faz
sentido. Continua. ..
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Figura 5.13: (Colorida) ...Continuagao. Evolu¢ao da dinamica de troca de energia sobre con-
junto formado por uma gaussiana ao centro e um anel ao redor. Indice Rand do k-médias aplicado
nos vetores de energia em ¢ = 5000: 0,993.
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Figura 5.14: (Colorida) O espaco de energia em trés diferentes projegoes, correspondente ao
instante ¢ = 5000 do sistema mostrado nas Figuras [5.12] e [5.13] A trajetoria de cada vetor de
energia ¢ mostrada. A cor vermelha denota os objetos da gaussiana ao centro, enquanto a azul
denota os objetos do anel ao redor.

do interior do anel? (2) E se, ao invés de um anel, tivéssemos os objetos dispostos por
uma superficie esférica (a extensdo do anel para trés dimensoes), serd que mesmo nesse
espago de energia de trés dimensoes a gaussiana conseguiria escapar? Generalizando, sera
necessaria ao menos uma dimensao a mais do espago de energia em relagdo a dimensi-
onalidade do “anel” — ou superficie hiper-esférica — para que a gaussiana escape? O
resultado do experimento mostrado sugere que sim, mas novos experimentos teriam que

ser realizados para confirmar tal suposicao. Essa questao ainda esta aberta.

O resultado sobre um terceiro conjunto de dados é apresentado nas Figuras ef5.16|

Trata-se de um conjunto composto por trés gaussianas de tamanhos diferentes. Quanto ao
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Figura 5.15: (Colorida) Evolugao da dindmica de troca de energia sobre conjunto bidimensional
formado por trés gaussianas: & esquerda (menor) com 150 objetos, & direita (maior) com 400 e
acima (intermediaria) com 250, totalizando 800 objetos. Em ¢ = 0, mostra-se o estado de energia
inicial de cada objeto. Parametros: § = 3, v = 2, zero a 2, precisao 0,1 e dpin = 0,1. Indice
Rand do k-médias aplicado no conjunto original de dados: 0,949. Continua. ..
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Figura 5.16: (Colorida) ...Continuagao. Evoluc¢ao da dinamica de troca de energia sobre con-
junto formado por trés gaussianas. Indice Rand do k-médias aplicado nos vetores de energia em
t = 5000: 0,948.
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Figura 5.17: (Colorida) O espaco de energia em trés diferentes projegoes, correspondente ao
instante ¢ = 5000 do sistema mostrado nas Figuras [5.15] e [5.16] A trajetoria de cada vetor de
energia é mostrada. A cor vermelha esta associada & gaussiana menor & esquerda, a azul & maior
a direita, e a verde & gaussiana intermediaria, acima das outras.

indice Rand, nao h4 ganho — nem perda — na aplicacao do k-médias sobre os vetores re-
sultantes de energia em relagao ao conjunto original: 0,948 contra 0,949, respectivamente.
Na Figura [5.17, a disposicao dos vetores de energia ao final do processo. Importante
ressaltar que, embora objetos de duas diferentes gaussianas tomaram a mesma cor —
amarela, na Figura[5.16|— cada gaussiana se posicionou numa regiao diferente do espaco,
algo evidenciado pelos circulos de tamanhos diferentes e, de maneira mais clara, pela
disposicao dos vetores de energia mostrada na Figura [5.17 A tendéncia dos vetores de

energia se disporem ao longo de uma reta fica, neste experimento, ainda mais evidente.

Para finalizar, apresentam-se os resultados de alguns experimentos ilustrando o efeito
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de uma interagao que, ao invés de ocorrer entre todos os pares de objetos, ocorre somente
entre um subconjunto deles. No entanto, a escolha de tal subconjunto nao é imediata.
Considerar somente a vizinhanga mais proxima de cada objeto nao faz sentido, pois isso
praticamente anularia o efeito da repulsao, visto que a repulsao mais intensa se da jus-
tamente entre objetos distantes. Na Figura [5.18] cada objeto interage com outros 20
tomados aleatoriamente. Para ser mais preciso, um objeto o; “escolhe” outros 20 objetos
com os quais interagird. Mas, além desses 20, o, pode também ter sido “escolhido” por
outros objetos, interagindo com eles também. A interacao é sempre muatua: se o; consi-
dera o;, entao obrigatoriamente o; também considera o; no calculo da variacao de energia
da Equagao . Escolhendo-se um numero fixo de objetos para interagdo (neste caso
20), e sendo essa escolha aleatdria, o célculo da funcao de interagao (inter(o;,0;)) tem
complexidade de tempo linear em N, precisamente ©(N - M). Sendo também o espago de
energia composto por apenas trés dimensoes, a complexidade de todo o processo dinamico
(desconsiderando o k-médias) ¢ O(N - (M + T')). Observando que o indice Rand, neste
cenario, resulta em 0,932, conclui-se que é possivel conseguir um ganho muito alto de

desempenho em troca de apenas uma pequena perda na acuracia.

O resultado de um experimento onde cada objeto interage com os 10 mais préoximos e
com os 10 mais distantes ¢ mostrado na Figura[5.19] Somente a determinagao dos objetos
mais proximos — ou mais distantes — ja tem complexidade quadratica em N (©(N?-M)),
fazendo com que o processo todo resulte em ©(N?- M + T - N). Para piorar, neste caso
a acuracia caiu drasticamente para indice 0,686. Conclui-se que a simples escolha dos 10
mais préoximos e dos 10 mais distantes, os quais exercem maior atragao e maior repulsao,

respectivamente, nao é capaz de sintetizar a dindmica do processo como um todo.

Na Figura [5.20, um ultimo experimento, onde cada objeto interage com os 10 mais
proximos e com outros 10 tomados aleatoriamente. Embora o indice Rand resultante
— 0,937 — seja razoavelmente bom e equiparavel ao do experimento onde todos os 20
objetos sdo aleatorios, o custo ©(N? - M) da determinacdo dos vizinhos mais proximos

parece nao compensar.

Tendo em vista os resultados apresentados nesta secao, pode-se dizer que ¢é sim possivel
reduzir — e muito — o custo computacional do processo dindmico proposto, ainda man-
tendo a acuracia relativamente alta. Somente a redugao da dimensionalidade do espago
de energia ja derruba a complexidade de ©(T - N*) para ©(N?- (T + M)), assumindo que
a quantidade de atributos M é menor que a quantidade de objetos N. Se fizermos cada
objeto interagir somente com um numero fixo de outros objetos tomados aleatoriamente,
a complexidade cai ainda para ©(N - (M +T)), ou seja, torna-se linear em N. Importante
notar que qualquer algoritmo de agrupamento sera, no minimo, tao caro quanto O (N - M),
pois em algum momento ele terd que “ler” os M atributos de cada um dos IV objetos. Seria
interessante realizar um estudo mais extensivo, variando-se progressivamente a dimensi-

onalidade do espago de energia e a quantidade de pares de objetos que interagem, para
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Figura 5.18: (Colorida) Evolugao da dinAmica de troca de energia sobre o conjunto da Figura
onde cada objeto interage somente com 20 outros tomados aleatoriamente. Parametros: g = 3,
v =2, zero a 2,5, precisao 0,1 € dpmin = 0,1. Indice Rand do k-médias aplicado nos vetores de
energia em t = 5000: 0,932.
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Figura 5.19: (Colorida) Evolucao da dindmica de troca de energia sobre o conjunto da Figura
onde cada objeto interage somente com 20 outros: os 10 mais proximos e os 10 mais distantes.
Parametros: = 3, v = 2, zero a 2,5, precisdo 0,1 e dpin = 0,1. Indice Rand do k-médias
aplicado nos vetores de energia em ¢t = 5000: 0,686.
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Figura 5.20: (Colorida) Evolucao da dindmica de troca de energia sobre o conjunto da Figura
onde cada objeto interage somente com 20 outros: os 10 mais préoximos e outros 10 tomados
aleatoriamente. Parametros: 8 = 3, v = 2, zero a 2,5, precisao 0,1 € dypin = 0,1. Indice Rand
do k-médias aplicado nos vetores de energia em ¢t = 5000: 0,937.

79



diferentes conjuntos de dados e diferentes parametros (8, 7, zero a...), e avaliando-se o
impacto sobre a acuricia da partigao obtida. Outros algoritmos de agrupamento, além
do k-médias, podem ser experimentados sobre os vetores de energia resultantes.

H4 ainda uma variavel que nao foi estudada aqui: o numero de passos T que se
deixa o sistema dinamico rodar. Essa variavel estd diretamente associada ao parametro
de precisao. Sabe-se que o aumento do valor de precisao, respeitando-se certos limites,
acelera a convergéncia (diminui 7'). No entanto, é necessario investigar o impacto que a
variacao da precisao tem sobre a acuracia do resultado. Nao se pode, ainda, sequer dizer
que a aceleracao do processo de convergéncia derruba a acurdcia. Importante também
investigar qual ¢ o momento mais adequado de se interromper o processo dindmico e se

aplicar um algoritmo de agrupamento sobre os vetores de energia resultantes.

5.4 Consideracoes finais

Bons resultados sao observados a partir dos experimentos apresentados nas se¢oes an-
teriores. Embora o k-médias nao seja adequado para alguns dos conjuntos originais de
dados, ele atua muito bem quando aplicado aos vetores de energia. Ou seja, o processo de
troca positiva e negativa de energia guia os objetos de modo que até mesmo um conjunto
razoavelmente complexo se torna facil de ser agrupado por um algoritmo cléssico como o
k-médias. Os resultados sugerem que o processo aqui apresentado é adequado a conjuntos
de dados cujas classes sao formadas por densas regioes de objetos, separadas umas das
outras por regioes de baixa densidade. Esse processo também se mostra resistente a ruido
e a uma certa mistura entre as diferentes classes.

Foi dito que o processo de troca de energia apresentado neste capitulo nao representa,
rigorosamente, um algoritmo. Ele transforma a tarefa de agrupar os objetos originais na
tarefa de agrupar os vetores de energia. Espera-se que a nova tarefa seja mais “facil”
que a original. Mas como se pode mensurar tal facilidade? Foi mostrado que a tarefa
se torna mais facil segundo os critérios adotados pelo k-médias. E importante, porém,
avaliar tal facilidade de uma forma mais ampla. Nao s6 o emprego de outros algoritmos
(além do k-médias) pode ser considerado, como pode-se também pesquisar por medidas
que mostrem o quanto as diferentes classes ficaram separadas no espacgo de energia em
relagao ao espaco original de atributos.

Um aspecto notavel, mas nao explorado neste trabalho, é o carater suave (nao-rigido)
do resultado do processo dindmico de troca de energia. Uma particao rigida dos dados
nao é obtida, mas sim, os vetores de energia dispoem-se formando padroes. A analise de
tais padroes poderia ser utilizada para efetuar o chamado soft clustering, onde sao esta-
belecidos grupos e s@o estabelecidos graus de pertinéncia dos objetos aos grupos (Yang,
1993; Hullermeier, 2005; |[El-Zahhar| 2010).

O proprio carater dindmico da técnica aqui proposta € rico e a analise das informacoes
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geradas ao longo do tempo — valores das varidveis do sistema — pode revelar carac-
teristicas importantes com relacao aos dados. Além do mais, espera-se que a natureza
suave com que o processo ocorre apresente robustez. E finalmente, o estudo empirico do
processo dinamico mostrado neste trabalho precisa ser complementado com um estudo

mais tedrico.

81



82



Capitulo 6

Aprendizado semissupervisionado via

movimentacao dos dados

Desenvolveu-se uma técnica de aprendizado semissupervisionado baseada na movimenta-
¢ao dos dados, que sao impulsionados por forcas de interacao entre eles. Essa técnica foi
desenvolvida e analisada numa colaboracao entre Thiago Henrique Cupertino, Roberto
Alves Gueleri (autor da presente dissertacao) e Zhao Liang (orientador dos dois). O

seguinte trabalho foi entao gerado:

Thiago Henrique Cupertino, Roberto Alves Gueleri e Zhao Liang. A Semi-
Supervised Classification Technique Based on Interacting Forces.
Submetido para o periédico Neurocomputing. Atualmente, encontra-se na

segunda rodada de revisao.

Trata-se, na verdade, de uma versao estendida (para uma edi¢do especial — special
issue) de outro trabalho de (Cupertino & Zhao| (2012)). Nessa técnica, os dados rotulados
permanecem fixos, mas exercem forgas de atragao sobre os nao-rotulados. Tao logo um
objeto nao-rotulado chegue suficientemente perto de um rotulado, o rétulo é propagado.
Imediatamente, aquele originalmente nao-rotulado — e que acabou de receber um rétulo
— passa a agir como um rotulado, ou seja, permanece fixo e exerce forcas de atragao sobre
os demais nao-rotulados. O processo termina quando os rotulos sao propagados a todos

os dados. Como se pode notar, essa técnica é especificamente uma técnica de aprendizado

transdutivo (Segao [2.6).

6.1 Descricao da técnica

Como discutido na Secao [2.6] o aprendizado semissupervisionado é caracterizado por al-
guns dados previamente rotulados em meio a muitos nao-rotulados. Seja {x;} o conjunto
de dados, onde cada objeto x; é um vetor de atributos. Esse conjunto contém todos os ob-

jetos, rotulados e nao-rotulados. Sejam também d;; a distancia euclidiana entre os objetos
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Figura 6.1: O comportamento da funcao f(di;) = dj - e‘ﬁdiﬂ'z, para = 1.

X; € X;, e t o indice de iteracao do sistema dindmico (tempo). E denotaremos por L(t)
e U(t) o conjunto dos objetos rotulados e nao-rotulados no instante ¢, respectivamente.

Entao o movimento de cada objeto nao-rotulado é regido por:

Xi(t+ 1) =x(t)+a- Y dij-e—ﬂdﬁ-w (6.1)
x;€L(1) g

~ _ .2 . . A
Nesta equacdo, e 74" representa um campo gaussiano centralizado em x; e com para-
metro 3, § > 0. Multiplicando isso por d;;, temos uma funcao como a apresentada na

Figura ﬂ O termo M representa um vetor unitério que define a direcao da forca
ij

sobre x;. Simplificando (6.1]), temos:

xi(t+1) =x(t) +a- Y e x;(t) — xi(t)] (6.2)

X eL(t)

A somatoéria sobre x; € L(t) denota a somatoria sobre todos os objetos rotulados no

instante ¢t. Por fim, o define o quao suave é o processo. Podemos ainda escrever a versao
continua de (6.2, fazendo a — 0:

%= Y e M [x; — x] (6.3)

XjEE

Tao logo um objeto nao-rotulado (x;(¢ + 1)) atinja uma distancia suficientemente
proxima de um rotulado, o rétulo é propagado e ele passa a integrar o conjunto dos
rotulados (£(t+1)). Chamaremos essa distancia de J, tal que o objeto é rotulado quando
|x:(t+ 1) —x,(t)|| <0, para algum x;(t) € L(t). Caso, apés uma iteracio, ele se torne
suficientemente proximo a dois ou mais objetos rotulados, ele recebera o roétolo daquele

mais préximo.
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Figura 6.2: Configuragao de um equilibrio dinamico. Um objeto nao-rotulado x; posiciona-se
entre dois rotulados x; e x;. O campo gaussiano dos dois objetos rotulados é mostrado.

6.2 Analise de parametros, experimentos e analise dos

resultados

Nesta secao, procura-se investigar como a técnica proposta se comporta em diferentes
cenarios. Primeiramente, ¢ discutido o ajuste de seus parametros. Depois, ¢ ilustrado
o efeito de diferentes combinacoes de pardmetros no comportamento dindmico da téc-
nica. Por fim, resultados de experimentos extensivos sao apresentados e discutidos. Tais
experimentos foram realizados sobre bases de dados artificiais — cujos parametros sao
rigorosamente controlados — e sobre bases de dados de benchmark. No caso dos bench-
marks, foi possivel comparar os resultados da técnica proposta aos de outras técnicas da

literatura de aprendizado semissupervisionado.

6.2.1 Parametros e ¢

A forga com que um objeto rotulado x; atrai um nao-rotulado x; ¢ dada por f(d;;) =
a-di - e=84ii* conforme a Equagao e ilustrada na Figura (para o = 1). Nota-se
que a fungdo f(d;;) tem seu valor méximo para uma certa distancia d;;. Chamaremos
essa distancia de d;;*. Nota-se também que f(d;;) é crescente em [0;d;;"[ e decrescente
em |d;;"; +oo.

Agora imagine uma situagao como a ilustrada na Figura[6.2l Um objeto nao-rotulado
x; posiciona-se entre dois rotulados x; e x;. Sendo as demais for¢as pequenas quando
comparadas as exercidas por esses dois objetos rotulados, essa situagao configura um
equilibrio dinamico, tal que x; nao caminha nem na dire¢ao de x; nem na diregao de
Xi. Se comegasse a ir na direcao de x;, essa forca decresceria e seria superada por xj, €
vice-versa.

Uma forma de resolver isso é fazer com que o objeto seja imediatamente rotulado
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quando adentra a regiao [0;d;;*]. Para isso, restringe-se 0 para que seja maior que d;;".

Isso é calculado achando-se o valor de d;;*. Para isso, tira-se a primeira derivada de
d ~pds;? 6.4
- ij € ( . )

chegando-se a

a- (1 —28d;?) . e P (6.5)
d;;* é determinado igualando-se a expressdo acima a zero, e chegando-se a

* ].
a-(1=28(d;*)?) - e P’ =0 = 1-28(d;;*)? =0 <= dj;* = —  (6.6)
J j j /2B
E assim determinamos a relagdo entre os parametros 5 e d que evita o problema do

equilibrio dinamico, lembrando que § > d;;*:
> —— (6.7)

que é equivalente a:
- —=>0 (6.8)

6.2.2 Parametro «

A fim de realizar as simulag¢oes com a técnica proposta, a versao discreta — Equagao [6.2)
— deve ser empregada. Contudo, a evolugao discreta do sistema pode resultar num
problema de convergéncia: um objeto nao-rotulado pode chegar perto de um rotulado,
mas nao tao perto, ficando ligeiramente fora da regiao . Assim, ele nao seré rotulado
e, na proxima iteracao, poderd receber uma for¢ca demasiadamente grande — pois ele
esté perto do rotulado — que o fara, ao invés de entrar na regiao d, ultrapassar o objeto
rotulado, colocando-se do outro lado e permanecendo ainda fora da regiao . Desse modo,
o objeto nao-rotulado fica oscilando em torno do rotulado e nao recebe seu rétulo. Outro
problema que pode ocorrer é as forcas atuantes ficarem pequenas demais, fazendo com
que o sistema demore muito tempo para convergir ao resultado final.

Para resolver esses dois inconvenientes, ao invés de se atribuir um valor dnico ao
parametro «, este recebera valores distintos a cada iteragao. Quando houver algum objeto
perto de uma regiao d, « seré diminuido, e vice-versa. Para tanto, define-se um parametro
de precisao p, tal que o maximo deslocamento a cada iteragao — dentre todos os objetos
nao-rotulados — sera exatamente igual a p. Assim, o sistema torna-se suave quando
tenderia a ser brusco, e vice-versa. Mas é importante que o valor de p seja consistente
com o valor de d. De fato, quanto menor o valor de p, mais suave é o processo — mais se

aproxima do caso continuo —, porém demanda mais iteracoes para terminar.
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Precisamente, o valor variante de o nao necessita ser calculado, mas o parametro p é

empregado do seguinte modo:

1. calcula-se a forca atuante sobre todos os objetos, considerando a = 1 na Equa-

cao ;

2. calcula-se o deslocamento resultante — deslocamento “desejado” — de todos os

objetos;
3. normalizam-se todos os deslocamentos de modo que o maior deles seja igual a p.

E como se a fosse implicitamente modificado.

H4, por fim, um terceiro inconveniente que precisa ser resolvido, desta vez associado
ao desbalanceamento das classes. Do modo como foi descrito até entao, caso haja alguma
classe com maior nimero de objetos rotulados, esta sera privilegiada, pois as forgas resul-
tantes que atuam sobre os nao-rotulados tendem a direciona-los a essa classe. Resolver isso
¢ bem simples: no momento em que se calcula a forca que um objeto rotulado exerce so-
bre um nao-rotulado — passo 1 no procedimento acima —, essa forga sera imediatamente
dividida pela quantidade total de objetos rotulados da correspondente classe.

Em suma, o parametro a pode ser entendido como uma composicao das duas nor-
malizacoes aqui descritas: a normalizacao em termos da precisao p e a normalizacao em
termos da quantidade de objetos rotulados de cada classe. Consequentemente, « toma

valores distintos a cada iteracao, e distintos para objetos de diferentes classes.

6.2.3 O comportamento dindmico da técnica

A fim de ilustrar como a técnica se comporta dinamicamente, considere o conjunto de
dados mostrado na Figura Algumas simulagoes foram realizadas sobre esse conjunto,
para diferentes combinagoes dos parametros S e 0. Os resultados sao mostrados nas
Figuras [6.4] e [6.5]

Observa-se que o emprego de valores baixos de 5 (8 = 1) faz com que o sistema exiba
um comportamento mais “suave” — os objetos tendem a se movimentar simultaneamente.
De fato, o parametro [ controla a sensibilidade as distancias entre os objetos. Valores
altos de [ aumentam radicalmente essa sensibilidade. Pode-se dizer que no limite quando
£ — 00, apenas um objeto sera resolvido de cada vez: enquanto o objeto nao-rotulado que
estiver mais perto de um rotulado se movimenta, todos os demais permanecerao parados,
até que aquele seja rotulado, e s6 entao um segundo objeto se movimentaré. Isso explica
também porqué o emprego de valores altos de § (f = 50) implicam em mais iteragoes
para o sistema chegar a solucao final.

J& o pardmetro ¢ apresenta um comportamento mais evidente. Valores altos de

fazem com que os objetos, quando rotulados, espalhem-se por uma area maior. Valores
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Figura 6.3: (Colorida) Conjunto artificial de dados, formado por duas gaussianas contendo 400
objetos cada, 20 deles previamente rotulados e destacados na figura: 11 na classe “tridngulo”
e 9 na classe “quadrado”. Cada objeto é descrito por dois atributos, resultando num conjunto
bidimensional. Cada gaussiana tem varidncia 1 e seus centros distam 4 unidades um do outro.

altos de ¢ implicam também em menos iteragoes, pois os objetos percorrem distancias
menores até serem rotulados.

Com relagao a acuracia dos resultados, as diferengas nao sao tao significativas, embora
neste caso, a simulacao que demandou menos tempo também é a que apresentou melhor

resultado — 482 iteragdes e taxa de erro de 2,7%, para valor baixo de 5 (8 = 1) e valor
alto de § (6 =0,2).

6.2.4 Experimentos e analise dos resultados

Uma anélise mais detalhada foi também realizada, simulando-se a técnica proposta so-
bre uma gama mais ampla de parametros e sobre diferentes conjuntos de dados. Na
Figura mostra-se a anélise da influéncia dos parametros § e J na acurécia e no tempo
de convergéncia, sobre conjuntos artificiais de dados gerados aleatoriamente. Trata-se de
conjuntos formados por duas gaussianas, semelhantes ao da Figura[6.3] mas com diferen-
tes parametros: 250 objetos em cada classe, 5% deles rotulados, variancia 1 e 2,5 unidades
separando seus centros ao longo da primeira dimensao (dimensao horizontal na figura).
E facil observar que o aumento da dimensionalidade dos dados derruba drasticamente
a acuracia da classificacao. Isso acontece porque as dimensoes adicionais — atributos adi-
cionais — nao agregam informacao alguma que diferenciem as classes. Pior, elas acabam
“ofuscando” as diferenciagoes promovidas pela primeira dimensao — primeiro atributo.
Por exemplo, dois objetos muito préximos na primeira dimensao — objetos de mesma
classe — podem facilmente se tornar muito distantes quando adicionadas as demais di-

mensoes, mais distantes até que a média entre os demais pares de objetos. E possivel
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Figura 6.4: (Colorida) Comportamento dindmico da técnica proposta, sobre o conjunto da Fi-
gura empregando 5 = 1 e p = 0,01. A trajetoria dos dados é mostrada. (a): § = 0,1,
apos algum tempo de evolugao (¢t = 200). (b): § = 0,1, apds a rotulagao de todos os objetos
(t = 1659). Taxa de erro: 2,9%. (c): 6 = 0,2, apos a rotulagao de todos os objetos (t = 482).
Taxa de erro: 2,7%.
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Figura 6.5: (Colorida) Comportamento dindmico da técnica proposta, sobre o conjunto da Fi-
gura empregando 5 = 50 e p = 0,01. A trajetoria dos dados é mostrada. (a): 6 = 0,1,
apos algum tempo de evolugao (¢t = 500). (b): § = 0,1, apds a rotulagao de todos os objetos
(t = 6733). Taxa de erro: 3,2%. (c): 6 = 0,2, apos a rotulacao de todos os objetos (¢ = 2409).
Taxa de erro: 3,6%.
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Figura 6.6: (Colorida) Analise da influéncia dos pardmetros 5 e § na acuracia e no tempo de
convergéncia. Empregaram-se conjuntos artificiais de dados gerados aleatoriamente e formados
por duas gaussianas (semelhantes ao da Figura, mas com diferentes parametros: 250 objetos
em cada classe, 5% deles rotulados, variancia 1 e 2,5 unidades separando seus centros ao longo
da primeira dimensdo (dimensdo horizontal na figura). A area hachurada corresponde a 62 —
1/(28) < 0, portanto nao foi simulada. Precisao p = /2. Cada entrada corresponde a média de
30 simulagoes. Variou-se o namero de dimensdes do conjunto de dados: (a), (b): 2 dimensoes;
(c), (d): 10 dimensoes; (e), (f): 50 dimensoes. Alguns valores sdo destacados nas figuras, para
melhor referéncia.
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Figura 6.7: (Colorida) Analise da influéncia do tamanho do conjunto de dados e da proporgao de
dados inicialmente rotulados na acurécia e no tempo de convergéncia. Empregaram-se conjuntos
artificiais de dados gerados aleatoriamente e formados por duas gaussianas (semelhantes aos da
Figura, mas com diferentes parametros: 10 dimensoes, varidncia 1 e 2,5 unidades separando
seus centros ao longo da primeira dimensao. Parametros: § = 5,0 = 0,75 e p = §/2. Cada
entrada corresponde & média de 30 simulagbes. Alguns valores sdo destacados nas figuras, para
melhor referéncia.

notar também que o aumento da dimensionalidade acarreta um aumento no tempo de
convergéncia. A explicacao disso é que, em altas dimensoes, os objetos necessitam per-
correr distancias maiores até serem rotulados. Nao fica evidente, entretanto, qual é a
combinagao ideal dos parametros # e d na acuracia, embora valores altos de § reduzam

significativamente o ntimero de iteragoes necessarias.

Outra anélise foi também realizada, desta vez sobre a influéncia do tamanho do con-
junto de dados e da proporcao de dados inicialmente rotulados. Novamente, empregaram-
se conjuntos artificiais de dados gerados aleatoriamente e formados por duas gaussianas,
semelhantes aos da Figura [6.3 mas agora com os seguintes parametros: 10 dimensoes,
variancia 1 e 2,5 unidades separando seus centros ao longo da primeira dimensao. Os

resultados dessa andlise sdo mostrados na Figura [6.7]

Observa-se que a acuricia aumenta com o aumento da disponibilidade de dados e
com o aumento da proporcao de dados inicialmente rotulados. Quanto ao tempo para
se rotular todos os dados, este aumenta com o aumento do tamanho do conjunto de
dados. Isso pode ser explicado pois, dependendo do parametro (3, os diferentes objetos
nao caminham na mesma velocidade, como discutido na Secao [6.2.3] Assim, os objetos
acabam sendo resolvidos um apés o outro, e portanto mais objetos para serem rotulados

implica na demanda por mais tempo.

A técnica proposta foi também avaliada sobre 5 conjuntos de dados de benchmark,
propostos por (Chapelle et al.| (2006b)). A Tabela sumariza as caracteristicas béasicas

desses conjuntos. Cada base de dados é disponibilizada em duas versoes, com 10 e com
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Tabela 6.1: Caracteristicas basicas dos conjuntos de dados de benchmark (Chapelle et al., 2006b).

Conjunto N° de classes N° de dimensoes N° de dados  Comentério

g241c 2 241 1500 artificial

g241d 2 241 1500 artificial

Digit1 2 241 1500 artificial

USPS 2 241 1500 desbalanceado
BCI 2 117 400

100 objetos inicialmente rotulados, cada qual disponibilizada em 12 splits. Os splits sao
idénticos. O que os diferenciam sao os objetos inicialmente rotulados. Ou seja, diferentes
splits possuem diferentes objetos rotulados.

Na Figura mostra-se a analise da influéncia dos parametros [ e d na acuracia e
no tempo de convergéncia, sobre o conjunto Digitl. Ja na Figura[6.9, mostra-se a mesma
analise, mas sobre o conjunto de dados formado pelas 5 primeiras componentes PCA —
Principal Component Analysis (anélise de componentes principais) — do conjunto Digit1.

E possivel observar que a técnica proposta beneficia-se da aplicacdo da PCA, tanto
na acuracia quanto no tempo de convergéncia. Novamente, o ganho na acuracia esta
associado a eliminacao de dimensoes irrelevantes, enquanto o ganho no tempo de conver-
géncia ocorre porque os objetos tém que percorrer distancias menores até serem rotulados.
E mais uma vez, nao fica evidente qual é a combinacao ideal dos parametros 5 e § na
acuracia, embora valores altos de § reduzam significativamente o nimero de iteragoes
necessarias.

Por fim, simulou-se a técnica proposta nas demais bases de benchmark, e compararam-
se os resultados aos de outros algoritmos de aprendizado semissupervisionado. Na Ta-
bela [6.2] mostram-se as abreviagoes referentes as demais técnicas. A comparagao dos
resultados é mostrada nas Tabelas e[6.4] para 10 e 100 dados inicialmente rotulados,
respectivamente. Nota-se que a técnica proposta ¢, de modo geral, comparavel as demais

técnicas da literatura.
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Figura 6.8: (Colorida) Analise da influéncia dos parametros S e § na acuracia e no tempo de
convergéncia, sobre o conjunto Digitl. A area hachurada corresponde a 62 —1/(23) < 0, portanto
nao foi simulada. Precisao p = /2. Cada entrada corresponde a média de 12 simulag¢oes — 12
splits, como proposto por (Chapelle et al| (2006b). (a), (b): 10 objetos inicialmente rotulados.
(c), (d): 100 objetos inicialmente rotulados. Alguns valores sao destacados nas figuras, para
melhor referéncia. O melhor valor obtido também é mostrado.
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Figura 6.9: (Colorida) Analise da influéncia dos parametros S e § na acuracia e no tempo de
convergéncia, sobre o conjunto Digitl, mas considerando-se somente as 5 primeiras componentes
PCA. A &rea hachurada corresponde a 62 — 1/(23) < 0, portanto nao foi simulada. Precisio
p = ¢/2. Cada entrada corresponde & média de 12 simulagoes — 12 splits, como proposto
por (Chapelle et al.| (2006b)). (a), (b): 10 objetos inicialmente rotulados. (c), (d): 100 objetos
inicialmente rotulados. Alguns valores sdo destacados nas figuras, para melhor referéncia. O
melhor valor obtido também é mostrado.
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Tabela 6.2: Abreviagoes das técnicas utilizadas para comparagao.

Abreviagao Técnica
1-NN  1-Nearest Neighbor
SVM  Support Vector Machines
MVU Maximum Variance Unfolding
LEM Laplacian Eigenmaps
QC + CMN Quadratic Criterion + Class Mass Normalization
Discrete Reg. Discrete Regularization
TSVM Transductive Support Vector Machines
SGT Spectral Graph Transducer
Data-Dep. Reg. Data-Dependent Regularization
LDS Low-Density Separation
Laplacian RLS Laplacian Regularized Least Squares

CHM Conditional Harmonic Mixing
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Tabela 6.3: Comparagao da técnica proposta a outras técnicas da literatura. Bases com 10
dados inicialmente rotulados. Cada entrada denota a taxa de erro média (%) de 12 simulagoes
— 12 splits. A técnica proposta foi executada sobre as bases originais e sobre as 5 primeiras
componentes PCA de cada uma. Os resultados das demais técnicas foram obtidos de [Chapelle
et al. (2006b).

g241c g241d Digitl USPS BCI

1-NN 44,05 43,22 2347 19,82 48,74

SVM 4732 46,66 30,60 20,03 49,85

MVU + 1-NN 48,68 47,28 11,92 14,88 50,24
LEM + 1-NN 4747 4534 12,04 19,14 4994
QC + CMN 39,96 46,55 9,80 13,61 50,36
Discrete Reg. 49,59 49,05 12,64 16,07 49,51
TSVM 24,71 50,08 17,77 2520 49,15

SGT 22,76 18,64 892 2536 49,59
Cluster-Kernel 4828 42,05 18,73 19,41 4831
Data-Dep. Reg. 41,25 45,89 1249 17,96 50,21
LDS 2885 50,63 15,63 17,57 49,27

Laplacian RLS 43,95 45,68 544 18,99 48,97
CHM (normed) 39,03 43,01 14,86 20,53 46,90
Técnica proposta 49,77 49,37 16,00 14,61 48,72
Técnica proposta (PCA) 27,64 27,42 18,31 1831 49,64

Tabela 6.4: Comparacao da técnica proposta a outras técnicas da literatura. Bases com 100
dados inicialmente rotulados. Cada entrada denota a taxa de erro média (%) de 12 simulagoes
— 12 splits. A técnica proposta foi executada sobre as bases originais e sobre as 5 primeiras
componentes PCA de cada uma. Os resultados das demais técnicas foram obtidos de [Chapelle
et al. (2006D).

g241c g241d Digitl USPS BCI

1-NN 40,28 37,49 6,12 7,64 44,83

SVM 23,11 24,64 5,53 9,75 34,31

MVU + 1-NN 4405 4321 3,99 6,09 47,42
LEM + 1-NN 4214 3943 2,52 6,09 48,64
QC + CMN 22,05 28,20 3,15 6,36 46,22
Discrete Reg. 43,65 41,65 2,77 4,68 47,67
TSVM 18,46 2242 6,15 9,77 33,25

SGT 1741 9,11 2,61 6,80 45,03
Cluster-Kernel 13,49 4,95 3,79 9,68 35,17
Data-Dep. Reg. 20,31 32,82 2,44 5,10 4747
LDS 18,04 23,74 3,46 4,96 43,97

Laplacian RLS 24,36 26,46 2,92 4,68 31,36
CHM (normed) 24,82 2567 3,79 7,65 36,03
Técnica proposta 49,80 49,76 5,52 5,80 44,41
Técnica proposta (PCA) 21,63 10,24 6,41 1244 45,63
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6.3 Técnica proposta vs. 1-NN

Conforme mostrado nas Tabelas e da secao anterior, os resultados da técnica
proposta sao comparaveis aos resultados de uma técnica consideravelmente mais simples:
1-Nearest Neighbor, ou 1-NN. Essa técnica, também chamada de técnica do vizinho mais
proximo, simplesmente atribui, ao objeto nao-rotulado, o rétulo do objeto rotulado que
estiver mais proximo. Embora os resultados sobre as bases de benchmark sejam compara-
veis, ha diferencas significativas entre as duas técnicas. A principal delas é que a técnica
1-NN nao leva em conta o padrao de distribuicao dos dados nao-rotulados. Alias, trata-
se de uma caracteristica fundamental do aprendizado semissupervisionado: classificar os
dados nao-rotulados segundo os rotulados e segundo o proprio padrao de distribui¢ao dos
nao-rotulados. Para ilustrar isso, considere a base artificial de dados mostrada na Fi-
gura A correta classificacao dos dados s6 é possivel se for levado em conta o padrao
formado pelos nao-rotulados. Na Figura [6.11] mostra-se o resultado do algoritmo 1-NN,

enquanto na Figura[6.12] mostra-se o resultado da técnica proposta.

6.4 O efeito da rotulacao equivocada

Além dos aspectos positivos, é importante também apresentar as limitacoes da técnica
proposta. Uma delas esta associada a existéncia de dados com rotulacao erronea. De fato,
a técnica aqui apresentada nao é capaz de tratar esses rotulos errados, tampouco conter
sua propagacao. A fim de ilustrar o efeito da rotulacao equivocada, algumas simulagoes
foram feitas sobre o conjunto de dados mostrado na Figura (Segao [6.2.3). Aqui,
entretanto, foram trocados os rotulos de um objeto de cada classe. Os resultados de
trés simulagoes sao mostrados na Figura Nota-se que a técnica se apresenta muito
instavel. Enquanto, por exemplo, em (b), o rotulo “quadrado” erréneo foi propagado a

apenas um objeto, em (c), a propagagao dos rotulos errados foi catastrofica.
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Figura 6.10: (Colorida) Conjunto artificial bidimensional de dados, formado por duas classes
dispostas horizontalmente, uma sobre a outra. Horizontalmente, os dados foram gerados por
uma distribuicao uniforme, ao longo de 10 unidades. Verticalmente, foram gerados por uma
distribui¢ao normal de variancia 1,0. Os centros de cada classe distam 5 unidades (verticalmente).
Cada classe possui 500 objetos, totalizando 1000, 20 deles rotulados: 11 na classe “tridngulo”
e 9 na classe “quadrado”. A rotulagdo, porém, nao foi uniforme, sendo forgada a uma das
extremidades de cada classe.
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Figura 6.11: (Colorida) Resultado do algoritmo 1-NN sobre o conjunto da Figura Taxa de

erro: 31,8%.
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Figura 6.12: (Colorida) Resultado da técnica proposta sobre o conjunto da Figura A
trajetoria dos dados é mostrada. Parametros: f =1e 6 = 0,15. (a): Apds algum tempo de
evolugao (t = 500). (b): Apds a rotulagao de todos os objetos (¢t = 2654). Taxa de erro: 1,2%.
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(a)

Figura 6.13: (Colorida) Efeito da rotulagao equivocada. O conjunto é o mesmo da Figura
mas aqui, em cada figura, um objeto de cada classe teve seu rotulo trocado. A trajetoria dos
dados é mostrada. Parametros: § =5e d = 0,15. Taxas de erro: (a) 6,2%, (b) 6,9% e (c) 45,5%.
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Capitulo 7
Conclusoes e trabalhos futuros

Essencialmente, trés modelos dindmicos foram concebidos durante esta dissertacao, sendo
dois para agrupamento e um para aprendizado semissupervisionado. Os dois primeiros,
para agrupamento, baseiam-se na troca de energia entre os dados. Os dados permanecem
fixos em seu espago de atributos, mas carregam certa informagao — a “energia” —, a qual
¢ gradualmente trocada entre eles. Os grupos sao estabelecidos entre objetos que tomam
estados de energia semelhantes. No primeiro modelo, hé troca de energia somente no
sentido de atracao, ou seja, os dados tomam estados de energia cada vez mais semelhantes.
Uma consequéncia imediata é que todos eles terminam num mesmo estado de energia. O
processo se inicia com cada objeto representando um grupo distinto, e termina com um
tnico grupo contendo todos os objetos. Portanto, a técnica pode ser vista como um
agrupamento hierarquico aglomerativo. Embora experimentos tenham sido realizados e
sua evolucao ao longo do tempo tenha sido medida, é ainda necessario um estudo mais
detalhado sobre qual dos instantes intermediarios contém a melhor particao dos dados.
No segundo modelo, foi proposta a troca de energia no sentido de atracao e repulsao.
Ha, pois, uma diferenca fundamental em relacao ao primeiro modelo. Aqui, quanto mais
o sistema avanca, mais ele se aproxima de um estado de equilibrio onde — espera-se —
os objetos tomam estados de energia similares quando sao similares, e tomam estados de
energia bem distintos caso contrario. Diferentemente do primeiro modelo, enfatizou-se
a dinamica de troca de energia ao invés da obtencao de particoes. Nesse sentido, parti-
¢oes nao sao rigidamente estabelecidas, sendo necessaria a aplicacao de um algoritmo de
agrupamento propriamente dito ao final do processo. E esperado, claro, que a dinamica
de troca de energia permita um agrupamento mais preciso. Mais que isso, justamente
por nao se obter parti¢coes rigidas dos dados, pode-se explorar técnicas de soft cluste-
ring, embora tal exploracao nao tenha sido realizada neste trabalho. A concepc¢ao desse
modelo de troca positiva e negativa de energia, originalmente muito custoso, foi seguida
da discussao e ilustracao de meios para otimiza-lo. De fato, foi mostrado que é possivel
derrubar sua complexidade originalmente ctibica — em relagao ao ntmero de objetos —

para uma complexidade linear, com pouca ou praticamente nenhuma perda na acuracia
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de seus resultados. As varidveis envolvidas nesse processo de otimizacao podem, ainda,
ser investigadas com mais detalhes.

J& o terceiro modelo desenvolvido, agora para aprendizado semissupervisionado, é
baseado na movimentacao dos proprios dados pelo espaco de atributos. Os dados rotulados
permanecem fixos, mas exercem forcas de atragao sobre os nao-rotulados. Quando atingem
uma distancia suficientemente pequena, o rétulo é propagado e aquele originalmente nao-
rotulado passa a agir como um rotulado, exercendo atragao sobre os demais. Embora
a dindmica de movimentacao dos dados seja suave e robusta, a rotulacao rigida — e
irreversivel — que é promovida por essa técnica a torna instavel quando alguns dos dados
possuem rotulagao inicialmente equivocada. A técnica pode, portanto, ser aprimorada
no sentido de permitir um processo de rotulacao também suave, e consequentemente
reversivel, podendo até mesmo tornar-se uma técnica de soft labeling.

A cada uma das trés técnicas desenvolvidas durante esta dissertacao de mestrado,

correspondeu uma publicagao:

1. Roberto Alves Gueleri & Zhao Liang. Agrupamento de Dados baseado em
Dindmica de Troca de Energia. In: Anais do XXXI Congresso da Sociedade
Brasileira de Computacao (CSBC 2011). Paginas 418-429.

2. Roberto Alves Gueleri & Zhao Liang. An Energy Exchanging Mechanism for
Data Clustering. In: Proceedings of the 2012 Brazilian Symposium on Neural
Networks (SBRN 2012). Pages 31-36. DOI 10.1109/SBRN.2012.34

3. Thiago Henrique Cupertino, Roberto Alves Gueleri e Zhao Liang. A Semi-Supervised
Classification Technique Based on Interacting Forces. Submetido para o pe-

riodico Neurocomputing. Atualmente, encontra-se na segunda rodada de revisao.

Ao longo desta dissertacao, foi mostrado que a tarefa de agrupamento de dados, inici-
almente subjetiva, torna-se objetiva a partir da definigao de um critério de agrupamento.
Ainda assim, a tarefa de agrupamento é computacionalmente complexa, nao admitindo o
emprego de algoritmos baseados em forca bruta. Justamente a subjetividade presente no
critério de agrupamento, mais a complexidade computacional, fazem com que o agrupa-
mento de dados seja um campo que vem sendo bastante estudado e diversos algoritmos
venham sendo propostos.

Ao mesmo tempo, o estudo de sistemas naturais baseados em comportamento cole-
tivo e auto-organizagao vem crescendo em outras ciéncias, motivado pela relevancia do
tema e seus desafios. Abordagens inspiradas nesses sistemas vém sendo propostas para
agrupamento de dados e, de modo mais geral, para aprendizado de méquina, tanto na
literatura quanto, agora, no presente trabalho de mestrado, e vém mostrando resulta-
dos promissores. Respeitados os diferentes objetivos de cada drea — sistemas naturais e

aprendizado de méaquina —, é importante que haja, mais do que a simples “inspiracao”
) b )
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um esfor¢go em aproveitar todo o conhecimento teérico e pratico que vem sendo gerado no
estudo dos sistemas naturais, quando da concepcao e analise das técnicas de aprendizado
de maquina.

As técnicas dinamicas e coletivas abordadas neste trabalho exibem caracteristicas in-
teressantes. Elas sao naturalmente descentralizadas e suaves. Consequentemente, as téc-
nicas sao robustas e abrem espaco para a exploragao de técnicas de soft clustering e soft
labeling. As informagoes geradas ao longo do processo dindmico — valores das variaveis do
sistema — sao ricas e sua analise pode revelar caracteristicas importantes com relagao aos
dados. Embora diversos estudos tenham sido realizados ao longo deste trabalho, a analise
das variaveis do sistema dindmico é extensa e ha, pois, muito ainda a ser feito. Visto que
o sistema dindmico é discretizado para ser processado pelo computador, é importante o
estudo do quao precisa deve ser a discretizagao (parametro « nos Capitulos [5| e @ para
se obter a melhor rela¢do entre custo computacional (tempo de convergéncia em termos
do namero de iteragdes) e acuracia do resultado.

Na presente dissertagao de mestrado, exploraram-se diferentes técnicas baseadas em
comportamento coletivo, aplicando-as para agrupamento e para aprendizado semissuper-
visionado. Procurou-se medir e ilustrar a evolucao da dinamica dessas técnicas, mostrando
como elas se comportam em diferentes cenarios. Este trabalho se restringiu a um estudo
mais empirico, embora simulagoes extensivas tenham sido realizadas para a analise dos
diversos parametros que as técnicas carregam. Procurou-se, com todo este trabalho, nao
apenas propor novas técnicas de aprendizado, mas mostrar onde reside a vantagem de se
utilizar a dinamica coletiva na concepc¢ao dessas técnicas. Como trabalho futuro, pode-
se dizer que o principal deles é o estudo mais tedrico sobre a dinamica presente nessas
técnicas. Nesse sentido, pode ser 1util e importante o esforco em trazer, para a concep-
¢ao e andalise das técnicas de aprendizado de méaquina, o conhecimento proveniente do
estudo dos sistemas dinamicos coletivos que vem sendo desenvolvido nas outras ciéncias.
Tal estudo mais teérico nao é simples, mas certamente revelard, com mais precisao, as
vantagens e limitagoes dessas abordagens. Espera-se, com tudo isso, que este trabalho de
mestrado venha a motivar o desenvolvimento de novos, melhores e mais precisos modelos

de aprendizado baseados em dindmica coletiva.
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