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Resumo

A andlise de sentimentos é um campo de estudo com recente popularizacdo devido ao cres-
cimento da Internet e do conteido que é gerado por seus usudrios, principalmente nas redes
sociais, nas quais as pessoas publicam suas opinides em uma linguagem coloquial e em muitos
casos utilizando de artificios graficos para tornar ainda mais sucintos seus didlogos. Esse ce-
nario € observado no Twitter, uma ferramenta de comunicacao que pode facilmente ser usada
como fonte de informacao para vdrias ferramentas automaticas de inferéncia de sentimentos.
Esforcos de pesquisas tém sido direcionados para tratar o problema de andlise de sentimentos
em redes sociais sob o ponto de vista de um problema de classificagcdo, com pouco consenso
sobre qual € o classificador com melhor poder preditivo, bem como qual € a configuragao for-
necida pela engenharia de atributos que melhor representa os textos. Outro problema é que
em um cendrio supervisionado, para a etapa de treinamento do modelo de classificacdo, € im-
prescindivel se dispor de exemplos rotulados, uma tarefa ardua e que demanda esfor¢co humano
em grande parte das aplicagdes. Esta tese tem por objetivo investigar o uso de agregadores
de classificadores (classifier ensembles), explorando a diversidade e a potencialidade de vérias
abordagens supervisionadas quando estas atuam em conjunto, além de um estudo detalhado da
fase que antecede a escolha do classificador, a qual é conhecida como engenharia de atribu-
tos. Além destes aspectos, um estudo mostrando que o aprendizado ndo supervisionado pode
fornecer restricdes complementares uteis para melhorar a capacidade de generalizacdo de clas-
sificadores de sentimento € realizado, fornecendo evidéncias de que ganhos ja observados em
outras dreas do conhecimento também podem ser obtidos no dominio em questdo. A partir
dos promissores resultados experimentais obtidos no cendrio de aprendizado supervisionado,
alavancados pelo uso de técnicas ndo supervisionadas, um algoritmo existente, denominado de
C’E (Consensus between Classification and Clustering Ensembles) foi adaptado e estendido
para o cendrio semissupervisionado. Este algoritmo refina a classificacdo de sentimentos a
partir de informagdes adicionais providas pelo agrupamento em um procedimento de autotrei-
namento (self-training). Tal abordagem apresenta resultados promissores € competitivos com

abordagens que representam o estado da arte em outros dominios.

Palavras-chave: Anilise de sentimentos em textos curtos, classificacdo de sentimentos, andlise

de sentimentos em tweets, classificacao semissupervisionada de sentimentos.






Abstract

Sentiment analysis is a field of study that shows recent popularization due to the growth
of Internet and the content that is generated by its users. More recently, social networks have
emerged, where people post their opinions in colloquial and compact language. This is what
happens in Twitter, a communication tool that can easily be used as a source of information
for various automatic tools of sentiment inference. Research efforts have been directed to deal
with the problem of sentiment analysis in social networks from the point of view of a classifi-
cation problem, where there is no consensus about what is the best classifier, and what is the
best configuration provided by the feature engineering process. Another problem is that in a
supervised setting, for the training stage of the classification model, we need labeled examples,
which are hard to get in the most of applications. The objective of this thesis is to investigate
the use of classifier ensembles, exploring the diversity and the potential of various supervised
approaches when these work together, as well as to provide a study about the phase that pre-
cedes the choice of the classifier, which is known as feature engineering. In addition to these
aspects, a study showing that unsupervised learning techniques can provide useful and addi-
tional constraints to improve the ability of generalization of the classifiers is also carried out.
Based on the promising results got in supervised learning settings, an existing algorithm called
C’E (Consensus between Classification and Clustering Ensembles) was adapted and extended
for the semi-supervised setting. This algorithm refines the sentiment classification from additi-
onal information provided by clusters of data, in a self-training procedure. This approach shows

promising results when compared with state of the art algorithms.

Key-words: Sentiment analysis of short informal texts, sentiment classification, tweet sentiment

analysis, semi-supervised sentiment analysis.
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Capitulo

Introducao

Apesar de as dreas de Linguistica e Processamento de Linguagem Natural (PLN) estarem
consolidadas, com uma histéria de sucesso que se iniciou em meados da década de 40 (Jones,
1994), pouca pesquisa foi feita sobre a opinido e sentimentos das pessoas antes do ano 2000
(Liu, 2012). A tentativa de compreender o poder de persuasdo que uma opinido alheia pode
exercer sobre outras pessoas fez emergir uma importante drea de pesquisa conhecida como

analise de sentimentos, que € objeto de estudo desta tese de doutorado.

1.1 Analise de sentimentos

As atividades de pesquisa nas dreas de tratamento de opinides, sentimentos e emog¢des em
textos vém ganhando destaque, em parte por conta da enorme quantidade de texto disponivel na
Web Social nas formas de noticias, comentérios, blogs, redes sociais e bate-papos. Nestes ambi-
entes, os usudrios sdo fortemente induzidos a dar opinides sobre temas polémicos e fortemente
debatidos, ou mesmo sobre eventos, produtos e servicos, e situagdes do cotidiano (Liu, 2012).
Segundo Liu (2012), em Ciéncia da Computacdo, o conjunto de técnicas, algoritmos e modelos
concebidos responsdveis por realizar o tratamento de opinides € abordado pela drea de Mine-
racao de Opinides (Opinion Mining — OM) ou Anélise de Sentimentos (Sentiment Analysis
— SA). Trata-se de um campo emergente multidisciplinar que mescla conceitos de mineragao
de dados, aprendizado de maquina, linguistica, processamento de linguagem natural e andlise
textual, e cujo objetivo € analisar fragmentos textuais e determinar a atitude, emog¢do, opinido,
avaliacdo ou sentimento do escritor com relag@o a algum tépico ou entidade (Pang & Lee, 2008;
Liu, 2012; Taboada et al., 2011; Pang et al., 2002; Turney, 2002). OM e SA sdo areas que tém
atraido um grande interesse de pesquisa € que visam ajudar os usudrios a encontrar informa-
cOes opinativas e detectar a polaridade da opinido, ou seja, detectar se um dado texto possui

conotacdo positiva ou negativa — ha autores que também admitem a classe neutra (auséncia de



1. Introducdo

sentimento) neste cendrio como, por exemplo, Pang ef al. (2002) e Turney (2002).

OM e SA sdo comumente usadas como sindnimos para expressar o mesmo significado (Liu,
2012). No entanto, alguns pesquisadores afirmam que essas duas dreas t€m por objectivo abor-
dar dois problemas ligeiramente diferentes. De acordo com Tsytsarau & Palpanas (2012), a
OM esté relacionada a forma de determinar se um texto contém uma opinido (um problema que
também € conhecido como Anélise de Subjetividade), enquanto que SA esté relacionada a de-
teccdo da polaridade de sentimento (em que € atribuida um sentimento positivo ou negativo para
o texto examinado). De acordo com a definicdo dada por Liu & Zhang (2012), “uma opinido
¢ uma declaracio subjetiva, com uma visdo pessoal, que expressa atitude, emog¢ao ou apreci-
acdo sobre uma entidade ou um aspecto de uma entidade, um parecer”’. Neste mesmo estudo,
os autores definem que “uma entidade ¢ um objeto concreto ou abstrato, como um produto,
uma pessoa, um evento, uma organizacao, e que pode ser representada como uma hierarquia de
componentes, sub-componentes, € seus atributos”.

Existem diferentes niveis de andlise textual permeando as atividades de pesquisa de ana-
lise de sentimentos. Em geral com relacdo a granularidade da andlise podemos distinguir trés
categorias (Liu, 2012):

1. Granularidade de documento: A tarefa consiste em classificar se a opinido implicita
no documento expressa um sentimento positivo, negativo ou neutro (Pang et al., 2002;
Turney, 2002). Por exemplo, dado um comentdrio sobre um produto, uma ferramenta
de andlise de sentimentos determina se tal comentério expressa uma opinido positiva ou
negativa. Esta tarefa é geralmente conhecida como Classificagdo de Sentimentos do Do-
cumento. Tal andlise presume que cada documento expressa opinides sobre uma tnica

entidade (e.g., um Unico produto, pessoa etc).

2. Granularidade de sentenca: Nesta tarefa, o texto € subdividido em sentencgas e a andlise
¢ feita sobre tais unidades textuais com o objetivo de definir se as mesmas expressam

individualmente um sentimento positivo, negativo ou neutro.

3. Granularidade de entidade e de aspecto: Na granularidade de documento ou sentengas,
a andlise ndo relaciona a entidade ao seu respectivo sentimento, ou seja ndo se descobre
0 que exatamente a pessoa gosta ou ndo. Na granularidade de aspectos, a andlise se torna
mais especifica, sendo anteriormente conhecida como mineracao de opinides baseada em
caracteristicas (features). Por exemplo, a sentenca “Apesar do servico ndo ser o melhor,
eu ainda amo vir a este restaurante.”, se analisada em termos gerais, com granularidade
de documento ou de sentenca, poderia ser classificada em sua totalidade com conota¢do
negativa, embora esta nio seja negativa em sua totalidade. Isto se dd porque em relacdo a
entidade “restaurante” o autor tem uma opinido positiva, mas em relacdo ao “servico” o

autor tem uma opinido negativa.

H4 ainda desafios de pesquisa estabelecidos quanto ao tipo de fonte textual a ser tratada, uma
vez que resultados de anélises de sentimentos mostram que diferentes tipos de textos requerem

métodos especializados de andlise como, por exemplo, sentimentos ndo sdo expressados da
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mesma maneira em textos jornalisticos, blogs, comentarios, féruns, mensagens em redes sociais
ou outros tipos de conteudos gerados por usudrios (Balahur et al., 2010).

Tradicionalmente, os sistemas de analise de sentimentos sdo treinados e utilizados em textos
mais longos, como comentdrios e avaliagdes de filmes ou produtos. Recomenda-se o trabalho
de Pang & Lee (2008), e mais recentemente, o livro sobre andlise de sentimento e mineracao de
opinides escrito por Liu (2012) aqueles interessados em uma revisao sistemdtica desta drea de
pesquisa, sob a Otica tradicional. Esta tese se concentra no problema de andlise de sentimento
em microblogs, cujo tipo de fonte textual possui suas proprias peculiaridades e portanto introduz

grandes desafios a andlise de sentimentos.

1.2 Analise de sentimentos em microblogs e tweets

Sitios de redes sociais como Facebook', Twitter?, Google+>, Tumblr*, FourSquare® e Lin-
kedIn® se tornaram aplicacdes populares, fazendo parte do cotidiano das pessoas e favorecendo
o intercambio cultural, além do compartilhamento de informacdes entre seus usudrios. Diante
deste crescimento na utiliza¢do, bem como a facilidade em disponibilizar cada vez mais dados
em redes sociais, continua sendo um desafio organizar e extrair informacdes uteis a partir deste
contetido.

O contetddo gerado pelo usudrio varia muito, desde um simples like (“curtir”’) em atualiza-
coes de status no Facebook, a longas publicagdes em blogs. Toda esta informacdo produzida
pode se tornar valiosa para as empresas interessadas em saber a reputagcdo de seus servigos ou
produtos, podendo ter efeito pratico na qualidade dos mesmos. Além disso, é possivel que o go-
verno use estas informacgdes para entender a visdo do publico sobre diferentes questdes sociais,
podendo, consequentemente, agir de forma mais eficaz.

Outra aplicacdo diz respeito aos usudrios que sdo potenciais clientes de um produto, os quais
podem usar as informagdes opinativas de outros usudrios para decidir se irdo adquirir ou nao
o produto. Até recentemente, as principais fontes de informacdo opinativas eram fornecidas
por amigos e sites especializados. Agora, os consumidores podem consultar as experi€éncias
passadas e opinides publicadas por outros usudrios antes de comprar um produto especifico.
Um estudo recente’ descobriu que quase 80% dos consumidores se mostram mais interessados
em uma empresa por causa da presenca de sua marca em redes sociais. Alguns dados levantados

nesta pesquisa sdo relevantes para esta tese e apresentados a seguir:

e Os consumidores que buscam por um servico ou produto em redes sociais t€ém em mé-

dia 39 anos de idade e 84% sdo do sexo feminino. Isto é um demonstrativo de que as

Thttp://www.facebook.com/

2http://twitter.com/

3https://plus.google.com

*http://tumblr.com/

Shttp://foursquare.com/

®http://linkedin.com/
"http://www.iabuk.net/blog/unlocking-the-power-of-social-media
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rede sociais tém atraido muitos adultos, um nicho diferente dos adolescentes, comumente

citados nestes ambientes.

e O estudo também revelou que 86% dos consumidores acessam as redes sociais em casa
através de seus laptops (59%), seguidos pelos smartphones (31%), desktops (30%) e fi-
nalmente os tablets (12%).

De acordo com outros dois estudos desenvolvidos com mais de 2.000 adultos americanos
cada (Pang & Lee, 2008), observou-se ainda que:

e 81% das pessoas entrevistadas ja fizeram alguma pesquisa online sobre um produto pelo

menos uma vez na vida;

e Em média, 87% dos leitores de comentarios online relataram que tais comentarios tiveram

uma influéncia significativa sobre a sua compra;

e Consumidores relataram estar dispostos a pagar de 20% a 99% a mais por um produto

bem avaliado nestes ambientes;

e 32% disseram ja ter sugerido uma classifica¢do de um produto, servigo ou pessoa através

de um sistema de classificagcdo on-line;

e 30% dos entrevistados disseram ja ter postado um comentdrio online ou critica a respeito

de um produto ou servico.

O Twitter € atualmente o microblog mais popular na Internet € possui como caracteristica
principal permitir aos seus usudrios divulgar o que estdo fazendo em tempo real, para todos os
usudrios ligados a sua rede (seus seguidores), com um limite méximo de 140 caracteres®, via
varios mecanismos de comunicacao, incluindo clientes web, clientes moveis (mobile clients —
smartphones, tablets e similares) e SMS. Essas micro-mensagens sao denominadas tweets. A
popularizacao do Twitter trouxe consigo o crescimento do trafego de informagdes e consequen-
temente a dificuldade de andlise e extracdo de contetudo util nestes ambientes. Informacoes

levantadas pela propria plataforma e sites especializados, demostram que:

Em média, 500 milhdes de rweets sdo enviados por dia (Twitter, 2014);

Ha 288 milhdes de usudrios ativos (Twitter, 2014);

80% dos usudrios ativos do Twitter provém de aparelhos méveis e/ou portateis (Twitter,
2014);

Até 2012, 56% dos rweets de clientes ainda sdo ignorados pelas empresas e companhias

potencialmente interessadas nesse tipo de informacao (Basch, 2012);

8http://www.140characters.com/2009/01/30/how-twitter-was-born/
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Os trés paises com maior nimero de usudrios no Twitter sdo: os EUA, com 107 milhdes,
o Brasil, com 33 milh&es e o Japdo, com cerca de 30 milhdes (Bullas, 2012). 77% das
contas estao fora dos EUA (Twitter, 2014);

e Em média, usudrios seguem (ou sao seguidos por) 51 pessoas (Basch, 2012);

32% de todos usudrios da Internet sdo também usudrios do Twitter (McGee, 2012);

69% dos seguidores no Twitter sdo sugeridos por amigos (Kane, 2012).

Além dos fatores relacionados ao nimero de usudrios ativos e do envio médio de mensa-
gens realizado por tais usudrios, a aplicagdo de técnicas de andlise de sentimentos em tweets €
também justificada e facilitada pela existéncia de uma interface de desenvolvimento’ fornecida
pelos desenvolvedores do Twitter, que prové servigos como download de tweets.

A seguir € apresentado uma lista de termos especificos da plataforma Twitter, que serd usada

no decorrer desta tese:

e Tweet: Uma mensagem ou post na plataforma Twitter recebe o nome de tweet. Um tweet

é restrito ao limite de 140 caracteres, como ja mencionado anteriormente.

e User ou Username: Para poder postar tweets, o usudrio deve se registar no Twitter com
um pseuddnimo ou username. Para interagir com outros usudrios do Twitter, os autores
podem mencionar outros pseudonimos de usudrios usando o simbolo @ (por exemplo

@maria).

e Hashtag: Usando o simbolo #, os usudrios podem atribuir tags a seus tweets, indicando

por exemplo a relevancia de um certo tépico, por exemplo, # ProtestoBR.

e Follower: Usudrios no Twitter podem se conectar uns aos outros, significando que serao
notificados sobre novos tweets postados por suas conexdes. A relacido de seguir alguém

no Twitter ndo € bidirecional, tal como no Facebook por exemplo.

e Retweet: Tweets podem ser redistribuidos através da funcionalidade chamada retweeting,
a qual € usada para propagar uma mensagem de outro usudrio para seus seguidores. Neste
caso, o tweet é entdo nao modificado, ou somente marcado com a abreviacdo RT para

indicar o retweet.

A Figura 1.1 mostra um exemplo de tweet. O mesmo foi extraido do perfil do usudrio
NetflixBrasil. E possivel observar que ele contém alguns dos termos inerentes 2 plataforma
Twitter mencionados anteriormente, como por exemplo, o username (NetflixBrasil) e a citagdo

a outro usudrio (@CarlaPernambuco). Além do uso de hashtags (#ChefsTable).

“https://dev.twitter.com/overview/api
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Netflix
NETFLIX  #ChefsTable inspirou a chef @CarlaPernambuco e o artista Kiko
Sobrino a criarem uma obra-prima. Olha s6: youtu.be/niYZ-o 2HZE
Ver conteudo multimidia

Figura 1.1: Um exemplo de tweet postado pelo usudrio @NetF1lixBrasil

1.3 Desafios em tratar tweets

Ambientes que favorecem a geracdo de textos curtos e informais sdo cendrios de pesquisa
desafiadores para a andlise de sentimento, nos quais o principal objetivo € extrair avaliagdes de
produtos, categorizac¢do por sentimentos, agrupamento e extragdo de padrdoes comportamentais.
O Twitter é um excelente representante desde cendrio, com uma area de pesquisa especifica
para esta plataforma conhecida como Twitter Sentiment Analysis (TSA) — (Go et al., 2009).
A TSA aborda o problema de analisar o texto de tweets em termos dos sentimentos que sao
expressados no mesmo. Além dos desafios que os sistemas de andlise de sentimento que lidam
com textos tradicionais enfrentam, a andlise de sentimento no Twitter tem que lidar com dificul-
dades adicionais: tamanho do texto, variacdo na ortografia, esparsidade dos dados, defini¢ao de
contexto e negacao, sdo alguns dos muitos desafios elencados nesta se¢do. Desta forma, a seguir
sao listadas tais dificuldades, justificando as razdes pelas quais nio se deve aplicar métodos de
andlise de sentimentos de propdsito geral em fweets sem que antes haja um estudo dos prés e

contras de seu uso com esta fonte de dados.

Tamanho do texto: Mensagens de microblogs sdo geralmente muito curtas. As mensagens
oriundas do Twitter tém como limitante superior 140 caracteres, entretanto um estudo!'?
realizado em 2012 relatou que os seus usudrios em geral sdo bem mais sucintos que isso,
os quais tém por habito publicar mensagens com 28 caracteres em média. Enquanto isso
pode parecer uma vantagem, uma vez que os autores tendem a ir direto ao ponto, um
desafio apresentado neste cendrio € que a opinido expressa pode ser dependente de pou-
cas palavras. Tais palavras podem nio estar disponiveis no recurso 1éxico (um diciondrio
de palavras pré-compilado ja anotado com o sentimento em questao) ou podem ndo ter
ocorrido nos dados de treinamento. Uma discussdo sobre este fendmeno € apresentada
por Bermingham & Smeaton (2010). Devido a limitagdo do comprimento, a maioria dos
tweets contém uma Unica sentenga. Portanto, para a tarefa de andlise de sentimentos em
tweets ndo existe diferenca fundamental quanto a anélise feita em granularidade de do-
cumento ou de sentenca. No caso de rweets, a SA pode ser aplicada em dois niveis de
granularidade: documento/sentenca e entidade/aspectos. Esta tese se concentra na granu-

laridade de documento, i.e. presumindo que um tweet contém apenas uma sentenca.

Variacdo na ortografia: Devido a espontaneidade, o contexto informal e restricdes de com-

10http://thenextweb.com/twitter/2012/01/07/interesting-fact-most-tweets-posted-are-approximately-30-
characters-long/
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primento da mensagem, a ortografia em fweets tende a ter uma maior variabilidade do
que em outros géneros textuais (web, blogs, jornais etc). Diversos fendmenos sdo iden-
tificados devido a variacdo ortogréfica, incluindo erros ortograficos, abreviacdes, uso de
maiusculas e repeti¢cdes de letras e silabas para atribuir €nfase. Isso induz a muito mais
esparsidade na entrada, o que € um desafio especial para a utilizagdo de recursos lexicais.
Brody & Diakopoulos (2011) apresentam um estudo detalhado sobre alongamento enfa-

tico e seu impacto em andlise de sentimentos em fweets. De acordo com este estudo, o

ocorrendo em cerca de um a cada seis tweets.

Esparsidade dos dados: Tweets contém uma grande quantidade de “ruido” devido ao uso ex-
tensivo de erros de ortografia. Este fenomeno causa uma esparsidade dos dados e tem um
impacto sobre o desempenho global da anélise de sentimento. A principal razdo para a
esparsidade de dados € o fato de que uma grande porcentagem dos termos que aparecem
nos tweets ocorrem menos de 10 vezes (Saif et al., 2012a) em todo o conjunto de dados
(corpus). Um estudo focado na reducdo da esparsidade dos dados nos tweets € apresen-
tado por Saif et al. (2012a), que propuseram uma suavizacdo semantica para reduzir a

esparsidade.

Negacdo: A presenca de palavras de negacdo desempenha um papel importante na detec¢ao
da polaridade do sentimento de uma mensagem. A detecc¢do e o tratamento adequado
das negacgdes nao € trivial e € um desafio para andlise de sentimento. Detectar negagdes
¢ importante porque podem causar a inversdo da polaridade de uma mensagem (uma
mensagem positiva torna-se negativa ou vice-versa). Vdarios pesquisadores adotam uma
técnica simples, invertendo a polaridade das mensagens, quando uma palavra de negacao
¢ detectada. Uma abordagem mais avangada para o tratamento de negacdo em andlise
de sentimentos em tweets € apresentada por Svetlana Kiritchenko & Mohammad (2014).
Eles desenvolveram dois 1éxicos separados, um com termos que geralmente aparecem
em contextos com negagdes € um com termos que aparecem em contextos sem negagoes.
Em seu estudo, eles mostraram que a nega¢do de termos positivos tendem a implicar em
sentimentos negativos enquanto que a negacdo de sentimentos negativos tendem a fazer

com o0 que o sentimento permanega negativo.

Stop Words: Stop Words sao palavras que t€ém baixo poder de discriminacdo (por exemplo, “a”,
“€”, “que” etc.) e elas geralmente sdo filtradas antes de processar o texto. Tipicamente as
stop words sao listas de palavras pré-compiladas e ndo sdo adequadas para o Twitter, po-
dendo influenciar o desempenho da andlise de sentimentos nesses ambientes. Por exem-
plo, a palavra do inglés “like”, é geralmente considerada como uma palavra membro das
listas de stop words. No entanto, tal palavra tem um importante poder de discriminacao
de sentimento. Para solucionar este tipo de problema, ha trabalhos focados na constru¢ao
de listas de stop word para o Twitter. Saif et al. (2014) apresentaram um estudo no qual

eles avaliam o impacto da remocao de stop words em andlise de sentimentos em tweets

9
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efetivamente. Foram usados seis conjuntos de dados diferentes nos quais foram aplicados
seis diferentes métodos de identificacdo de stop words com o objetivo de avaliar o quanto
eles influenciam no desempenho de dois métodos de andlise de sentimentos. Os autores
levantaram observagdes quanto ao tamanho do conjunto de atributos e performance na

classificagdo.

Simbolos especiais (Special tokens): Emoticons e URLs sdo alguns exemplos de tokens ndo
encontrados em outros géneros textuais. Tais simbolos podem levar a dificuldades ao ten-
tar usar ferramentas de processamento de linguagem natural, como part-of-speech taggers
e parsers sintéticos. Parses sintdticos, por sua vez, sao treinados em textos jornalisticos,

que sdo consideravelmente diferentes de mensagens de microblogs.

Variagdo de Topicos: Os temas discutidos no Twitter ndo sdo limitados, tendo portanto uma
variedade muito grande. Isso pode causar problemas para andlise de sentimento, por
exemplo, quando palavras expressam um sentimento diferente em diferentes contextos.
A maior parte do trabalho que € feito em TSA tem como objetivo classificar a orientacao
do sentimento de um fweet sem considerar a relevancia topica. Para capturar a relevincia
do tema de um fweet, muitos pesquisadores simplesmente consideram a presenca de uma
palavra como um indicador do tépico. Além disso, outros estudos (por exemplo Davidov

et al. (2010)) consideram o simbolo hashtag como um forte indicador de tépico.

Quantidade de Dados: Enquanto as mensagens sdo frequentemente muito pequenas (com um
nimero de caracteres relativamente pequeno), a quantidade de textos postados pode ser
extremamente grande. Em 2014 o Twitter anunciou que seu servico de postagens acumu-
lou 24,9 milhdes de tweets (381.605 tweets por minuto) postados durante o Super Bowl,
a final da liga profissional de futebol americano dos Estados Unidos. Em um ambiente
desta propor¢do, uma informac¢do opinativa sobre um determinado topico estd completa-
mente escondida e, portanto, é praticamente impossivel que um usudrio comum extraia,

através das diferentes fontes, conteudo util.

Estilo de linguagem: Devido a grande diversidade de usudrios do Twitter, o estilo de escrita
e linguagem também € muito varidvel. As mensagens variam de estilos de escrita es-
tritamente formais, como por exemplo de textos jornalisticos, a textos completamente
informais com girias e expressdes idiomaticas. Além disso, o vocabuldrio usado pode
mudar rapidamente. Tudo isso pode conduzir a problemas na andlise de sentimentos atra-
vés de recursos 1éxicos ou em lidar com dados de treinamento que foram anotados com a

classe previamente.

Contexto Multilingual: Enquanto os jornais e blogs on-line tendem a ser escritos em um tinico
idioma, usudrios de plataformas de microblogging podem usar uma ampla variedade de
linguas, as vezes até na mesma mensagem ou frase. Um estudo desenvolvido por Narr
et al. (2012) apresentou um classificador de sentimentos independente de linguagem.

Tal classificador foi avaliado em fweets de quatro linguas: Inglés, Alemao, Francés e

10
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Portugués. Eles mostraram que o método proposto neste estudo € aplicdvel nas quatro

linguas avaliadas sem a necessidade de processamentos adicionais.

Tokenizacdo: Outro desafio relacionado a andlise de sentimentos € a tokenizacao das sentengas.
Em vez da divisdo por espagos em branco, comumente empregada em tarefas de proces-
samento de textos para a tokenizacdo de sentengas, Owoputi et al. (2013a) propuseram

um tokenizador especifico para o Twitter.

1.4 Objetivos

O objetivo geral dessa tese € desenvolver métodos de andlise de sentimentos para aplicagcdes
reais. Sob o ponto de vista prético, além de lidar com todos os desafios mencionados anterior-
mente, faz-se importante ressaltar que as pesquisas em andlise de sentimento em tweets t€m
avancado na direcdo de métodos de classificagdo baseados no uso de 1éxicos (Turney, 2002;
Taboada et al., 2011; Thelwall et al., 2010; Ortega Bueno et al., 2013; Hu et al., 2013a) bem
como em métodos de classificacdo desenvolvidos segundo o paradigma supervisionado (Go
et al., 2009; Pak & Paroubek, 2010; Barbosa & Feng, 2010; Bakliwal et al., 2012; Moham-
mad et al., 2013; Kiritchenko et al., 2014; Hamdan et al., 2013). Tais abordagens presumem a

necessidade de dois recursos de alto custo a serem construidos previamente a anélise:

1. Métodos baseados em léxicos obrigatoriamente necessitam de uma lista de palavras pre-
viamente computada. Nesta lista, atribui-se a cada palavra presente um sentimento — posi-
tivo ou negativo. Tal atribui¢do € feita por um especialista de dominio, e € completamente
dependente do contexto. O uso de um léxico desenvolvido para outra fonte de dados (di-
ferente de rweets, podendo ser comentdrio de filmes, livros ou blogs, por exemplo) ou
outro dominio diferente do dominio em questdo, quando usada indiscriminadamente ou

sem nenhuma adaptacdo tende a impactar diretamente na acurdcia do método.

2. Para métodos de andlise de sentimentos definidos sob o paradigma supervisionado, é
imprescindivel a definicao prévia de um conjunto de treinamento, em que um especialista
de dominio atribui a cada tweet analisado um rétulo de classe de sentimento. Nestes casos,
a acurdcia do método de andlise posteriormente empregado serd diretamente proporcional

ao tamanho e a qualidade do conjunto de treinamento.

Tendo em vista os inconvenientes dos métodos de classificacdo baseados em 1éxicos e
em conjuntos de tweets representativos e apropriadamente rotulados, sdo objetivos especificos

dessa tese desenvolver abordagens que fornecam:

e Robustez e desempenho superiores (ou pelo menos competitivos) aqueles obtidos por
classificadores tradicionais supervisionados. Para atingir esse objetivo, serdo propostos
ensembles baseados em classificadores e ensembles baseados em classificadores e agru-
padores de dados, fazendo uso de uma grande variedade de fontes de dados (incluindo

1éxicos).

11
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e A flexibilidade de ndo necessitar de uma base de dados completamente rotulada na fase
de treinamento do modelo de classificacio. Nesse sentido, a partir dos promissores
resultados experimentais obtidos no cendrio de aprendizado supervisionado, alavancados
pelo uso de técnicas ndo supervisionadas, um algoritmo existente, denominado de C°E
(Consensus between Classification and Clustering Ensembles), foi adaptado e estendido

para o cendrio semissupervisionado.

1.5 Hipoéteses de pesquisa

Foram desenvolvidas trés principais frentes de trabalho. A primeira frente busca entender
o cendrio de andlise de sentimentos sob a 6tica supervisionada, com a aplicacdo de agregado-
res de classificadores, dado que existe uma extensa literatura em outros dominios mostrando
que um agregador obtido a partir de classificadores diversificados € tipicamente mais robusto
em comparagdo a seus componentes individuais ( e.g., ver Kuncheva (2004); Dietterich (2000);
Rokach (2010); Zhou (2012); Zhang & Ma (2012); Schapire & Freund (2012), e que agrega-
dores t€m sido pouco aplicados em andlise de sentimentos. Levando isso em consideragdo, a

primeira hipétese desta tese € definida como:

Hipoétese 1 Ensembles de classificadores diversificados apresentam resultados competitivos ou
superiores aos resultados inferidos a partir de classificadores individuais para andlise de

sentimentos em tweets.

A segunda frente de trabalho envolve a agregacdo de classificadores e agrupadores como
estratégia de refinamento do modelo de classificagdo de sentimentos. Fundamentalmente,
resultados de agrupamentos podem ajudar a aumentar a capacidade de generalizacdo de clas-
sificadores (Bousquet et al., 2003; Cai et al., 2010, 2009; Gao et al., 2013, 2009), bem como
podem ser uteis para identificar mudangas de conceito no conjunto-alvo (Masud et al., 2013,

2010a,b). Partindo dessa premissa, a segunda hipétese desta tese € definida como:

Hipétese 2 O conhecimento inferido no conjunto-alvo ao fazer uso de um agrupador de dados
permite refinar o modelo de classificagdo de sentimentos inferido no conjunto de treina-
mento, fornecendo resultados competitivos ou superiores aos resultados inferidos a partir

de classificadores derivados apenas de fontes de informacdes supervisionadas.

A terceira frente de trabalho busca flexibilizar a obrigatoriedade de um conjunto de trei-
namento que deve estar previamente rotulado. Considerar a anélise de sentimentos como uma
tarefa de classificacdo supervisionada inviabiliza a sua aplicagdo em muitos cendrios reais com
dados do Twitter, uma vez que tal pressuposto exige uma base de treinamento completamente
rotulada. Para contornar essa limitacdo, ¢ amplamente conhecido que se pode usar uma con-
figuracdo semissupervisionada. Trabalhos nessa linha, entretanto, sdo raros para andlise de
sentimento em tweets. Uma exce¢do € o trabalho de Xiang & Zhou (2014), que faz uso de agru-
pamento de dados para refinar modelos de classificacdo. Neste contexto, define-se a terceira

hipdtese de pesquisa da tese:
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Hipoétese 3 Algoritmos semissupervisionados obtidos por meio da combinagdo de agregadores
de classificadores e agrupadores de dados proporcionam classificadores de sentimentos

que requerem menos dados rotulados e que fornecem boa capacidade de generalizacgdo.

Ao abordar essas trés frentes de pesquisa, a presente tese contribui com a literatura tanto
de aprendizado supervisionado quanto de aprendizado semissupervisionado para a andlise de
sentimentos em textos curtos provenientes de redes sociais, especialmente para tweets. As
abordagens propostas, bem como os experimentos realizados para validar as hipoteses aqui
levantadas, constituem contribui¢cdes relevantes para diversas dreas, tais como: aprendizado de
maquina, andlise de sentimentos e processamento de linguagem natural. Boa parte do material
apresentado nessa tese foi publicada durante o trabalho de doutoramento em: da Silva et al.
(2014c,b,a)

1.6 Organizacao da Tese

O restante desta tese estd organizado da seguinte forma:

Capitulo 2 - Aprendizado Supervisionado: Sio apresentados os algoritmos supervisionados
tradicionalmente empregados em andlise de sentimentos em tweets e a validacao da Hi-
potese de pesquisa 1. As contribuicdes deste capitulo foram publicadas em periddico e

conferéncia internacionais (da Silva et al., 2014c¢,b).

Capitulo 3 - Agregadores de Classificadores e Agrupadores: Sido apresentadas as funda-
mentagdes tedricas e praticas que envolvem a combinacgdo de classificadores e agrupa-
dores. O algoritmo C’E (Acharya et al., 2011) é detalhadamente descrito e validado no
cendrio de andlise de sentimentos em tweets. O contetdo deste capitulo foi publicado em

da Silva et al. (2014a). Este capitulo trata da Hipdtese de pesquisa 2.

Capitulo 4 - Aprendizado Semissupervisionado agregando classificadores e agrupadores:
Na primeira parte é apresentada uma andlise bibliografica do cendrio semissupervisi-
onado de andlise de sentimentos em tweets. Tal andlise ainda ndo havia sido feita na
literatura e foi documentada em da Silva et al. (2016a). Na segunda parte do capitulo,
apresenta-se um framework semissupervisionado que combina as tarefas de agrupamento
e classificagc@o. Os resultados apresentados estdo relacionados a Hipdtese de pesquisa 3.
Tais resultados foram publicados em da Silva et al. (2016b).

Capitulo 5 - Conclusoes e trabalhos futuros: Este capitulo sumariza as principais conclusdes
originadas desta tese, além de apresentar possiveis direcdes de pesquisa para trabalhos

futuros.
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Capitulo

Aprendizado Supervisionado

Apo6s uma andlise criteriosa dos diversos trabalhos sobre andlise de sentimentos aplicados
em tweets (TSA), é possivel observar que, em sua maioria, tais métodos podem ser categoriza-
dos segundo os paradigmas de classificacdo: (i) supervisionada, com uso de algum algoritmo
de aprendizagem de mdquina e com a obrigatoriedade de uma base de treinamento previa-
mente rotulada; (ii) guiada pelo uso de um léxico, i.e., uma lista de termos positivos e negativos
(manualmente ou automaticamente computada) que direcionara o processo de inferéncia da po-
laridade; (iii) supervisionada hibrida, baseada no uso de algum algoritmo de aprendizagem de

maquina em conjunto com um léxico; ou (iv) baseada em grafos (Graph-Based).

Considerando tais paradigmas de classificacdo, os trés primeiros métodos (baseados em
aprendizagem de méquina, baseados em léxicos e os métodos hibridos) podem ser aplicados a
qualquer tipo de fonte textual (por exemplo, resenhas de livros, filmes, comentarios de produtos,
blogs e redes sociais), enquanto a abordagem baseada em grafos explora as propriedades espe-
cificas da rede social, como, por exemplo, os relacionamentos entre os seus usudrios (Speriosu
et al., 2011) e, portanto, necessita de um corpus com tais informacdes. O foco deste capitulo
estd nos métodos baseados em paradigmas de classificacdo supervisionada e de classificacdo
hibrida.

Os métodos baseados em paradigmas de classificacdo supervisionada e de classificac@o hi-
brida seguem uma sequéncia de passos comuns as aplicacdes de mineragdo de textos (Liu, 2012)
— ver Figura 2.1. O primeiro passo diz respeito a selecdo de um conjunto de rweets de inte-
resse. Este processo se d4 por meio de uma busca por tépicos de pesquisa, hashtags, emoticons,
um periodo de pesquisa, entre outras formas. Estes tweets devem ser rotulados, sendo que na
maioria dos casos este processo de anotacao se dd manualmente por um especialista de dominio
ou de maneira automética, considerando as hashtags e emoticons utilizadas na pesquisa — nesta
ultima forma de rotulacio os tweets que possuem hashtags € emoticons com conotacao posi-

tiva sdo considerados positivos, 0s que possuem hashtags € emoticons com conotagcdo negativa

17



2. Aprendizado Supervisionado

sdo considerados negativos, € os que ndo possuem hashtags e emoticons sio desconsiderados'.
Posteriormente, estes tweets sao pré-processados e transformados em um modelo de represen-
tacdo baseado em bag-of-words (BoW). A BoW ¢ fornecida como entrada para o treinamento
do algoritmo de classificacdo, que proverd um modelo de classificagdo pronto para ser usado

em novos tweets (diferentes dos tweets de treinamento).

Representacgio atributo/

Modelo de Classificaciao

! Algoritmo de
i pronto para ser usado em

Classificacao de
Sentimentos 5

valor baseada em bag-of-

words.
novos tweets

Transformacio

Twitter 1 r 2
— _—
weets Tweets +

relevantes | Atribuicdo de Pré-
classes (© ®) processamento

processados

Figura 2.1: Passos para obtencdo de um modelo de classificacdo de sentimentos em fweets.

Em uma bag-of-words, os tweets sdo representados por meio de uma tabela na qual as colu-
nas representam os termos, palavras, 1éxicos ou outros tipos de atributos existentes nas mensa-
gens, e os valores associados as colunas sdo referentes a frequéncia (ou presencga) desses termos
(ou atributos) no tweet. Dessa forma, uma colecdo de rweets, apds o pré-processamento, pode

ser representada como ilustrada na Tabela 2.1.

t to |- | tm
tweety | ai1 | G2 | -+ | Qim
tweety | Qg1 | Qoo |+ | Aom
tweetn an1 an2 e Anm

Tabela 2.1: Representacdo de mensagens do Twitter.

Mais especificamente, a Tabela 2.1 representa n tweets e m termos?, sendo cada tweet;
= (@1, iz, -+ s Qij, -, Q). O valor a;; refere-se ao valor associado ao j—ésimo termo do
tweet 1, ou seja, a;; € o valor do termo t; no tweet; e pode ser calculado de diversas formas.
Alguns autores utilizam valores bindrios. Neste caso, a;; = 1 significa a presenga do termo j

na mensagem ¢ e o valor 0 significa a auséncia do termo.

INa rotulacio por meio de hashtags e emoticons, admite-se que situacdes de sarcasmo e ironia ndo existem.

ELINNT3

2Neste trabalho, as palavras “termos”, “atributos” e “palavras” sdo usadas indistintamente.
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2.1. Algoritmos tradicionais de classificagcdo

Os desafios em lidar com tweets, mencionados no capitulo 1, inspiram diversos estudos em
todos os estdgios enumerados na Figura 2.1. Neste capitulo sdo tratadas as estratégias automa-
ticas — estdgios 3 a 6 — para o desenvolvimento de algoritmos de classificacdo de sentimentos
em tweets. Com foco na validacao da hipdtese de pesquisa 1 desta tese, inicialmente, na secdo
2.1, sdo apresentados os trabalhos da literatura que empregam métodos de classificacdo super-
visionada de sentimentos em tweets € que utilizam apenas um tnico algoritmo de classificagao
(single classifier) — por conveniéncia chamados aqui de algoritmos tradicionais de classifica-
cdo. Na secdo 2.2 sdo apresentados os métodos de andlise de sentimentos de tweets que fazem
uso da agregacdo (ensembles) de varios modelos de classificagdo.

O leitor interessado em métodos de andlise de sentimentos em fweets baseados em 1éxicos
(Lexicon-Based) pode recorrer aos trabalhos de Turney (2002); Taboada et al. (2011); Thelwall
et al. (2010); Ortega Bueno et al. (2013) e Hu et al. (2013a). Para métodos baseados em grafos
(Graph-Based), sugere-se os trabalhos de Speriosu et al. (2011); Cui et al. (2011); Wang et al.
(2011) e Tan et al. (2011).

2.1 Algoritmos tradicionais de classificacao

A maioria dos métodos propostos para lidar com analise de sentimentos em tweets (TSA)
empregam um unico classificador, sendo que os mais utilizados sdo: Naive Bayes (NB), Ma-
xima Entropia (MaxEnt), Support Vector Machines (SVM), Multinomial Naive Bayes (MNB),
Regressao Logistica (LR) e Conditional Random Field (CRF).

Um dos primeiros estudos propostos com o objetivo de realizar anélise de sentimentos auto-
matica em tweets foi o de Go et al. (2009), que abordou a TSA como uma classifica¢do bindria,
categorizando os tweets em positivos ou negativos. Emoticons (para positivo “:)” e para ne-
gativo “:(” ) foram usadas para coletar dados de treinamento com a API do Twitter e rotular os
tweets. Os dados de treinamento foram pré-processados antes de serem usados para treinar o
classificador. O pré-processamento incluiu remocdo de letras repetidas (e.g. huuuuuuuuungry
foi transformado em hungry) e remog¢ao dos emoticons para ndo inserir viés (bias) nos dados
de treinamento. Foram usados unigramas e frequéncia das palavras nos documentos (TF) como
estratégias de representacdo dos tweets em uma bag-of-words. Ainda em relagcdo ao trabalho
de Go et al. (2009), foram feitos experimentos com trés técnicas tradicionais de classifica-
cdo: Naive Bayes, Entropia Maxima e Mdquina de Suporte Vetorial (Support Vector Machines—
SVM). Os melhores resultados foram obtidos com o Naive Bayes. Também foram feitos ex-
perimentos com bigramas®, entretanto a acurdcia observada foi menor. Os autores atribuem a
queda da acurécia com bigramas a esparsidade dos dados. Além das técnicas citadas, os autores
compararam o uso de unigramas com a mesma bag-of-words acrescentando técnicas mais so-
fisticadas de processamento de lingua natural (Natural Language Processing - NLP) tais como

Part of Speech- POS* para tratar desambiguagdo de termos, € técnicas para tratar mensagens

3Termos compostos por duas palavras. Também conhecidas como 2-grams.
4classe sintdtica das palavras —e.g. “A menina é bela”, neste caso o POS para cada termo desta frase é A =
20, = sit ivo, ¢ = T

artigo, menina=substantivo, é = verbo e bela=adjetivo
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2. Aprendizado Supervisionado

negativas implicitas em expressdes como sarcasmo e ironia. Entretanto, tais técnicas de proces-
samento de linguagem ndo melhoraram os resultados. Em um primeiro momento, os autores
nao manipularam tweets neutros. Como uma segunda parte dos experimentos, foram coletados
tweets que ndo continham emoticons com o objetivo de serem considerados neutros. Para os
testes, foram manualmente anotados 33 fweets como neutros. Na sequéncia, foi treinado um
classificador com trés classes, e os testes revelaram uma queda na acuracia dos resultados.

Semelhantemente a Go et al. (2009), Pak & Paroubek (2010) também utilizaram emoticons
como roétulos de classe para anotar cerca de 300.000 tweets. Pak & Paroubek (2010) abordaram
o problema como uma tarefa de classificacdo multi-classe e cada tweet foi classificado como
positivo, negativo ou neutro. Os fweets neutros foram coletados a partir de contas de jornais e
revistas, tais como New York Times®> e Washington Post®. Os autores também apresentaram a
distribui¢ao dos termos e a sua respectiva freqiiéncia depois de uma andlise linguistica. Eles
compararam o desempenho dos algoritmos SVM, NB e CRF utilizando diferentes tipos de
atributos, incluindo unigramas, bigramas, n-gramas e a posi¢cao dos n-gramas em rela¢do ao
texto. Os seus resultados mostraram que a melhor combinacdo foi Naive Bayes em conjunto
com n-gramas e POS. Eles também observaram que o desempenho aumentou com mais tweets
sendo inseridos no conjunto de treinamento.

Barbosa & Feng (2010) abordaram o problema de TSA com um classificador baseado em
duas etapas. A primeira etapa teve como objetivo determinar se a mensagem era opinativa
ou ndo, enquanto que a segunda etapa tinha como meta classificar se o tweet com opinido
possuia uma conotacdo positiva ou negativa. Barbosa & Feng (2010) usaram informacdes de
trés diferentes ferramentas de detecc@o de sentimentos desenvolvidas por outros cientistas para
anotar uma coleciao de tweets. Tweets classificados com diferentes sentimentos a partir das
ferramentas foram removidos, resultando em um conjunto de dados de treinamento de 200.000
tweets. Os autores utilizaram POS, o 1éxico MPQA (Wiebe et al., 2005) e atributos especificos
relacionados a rede social obtidos a partir do Twitter, tais como retweets, hashtags, URLs,
emoticons, etc. Os melhores resultados ocorreram com o classificador SVM, obtendo uma
acurdcia de 81,9% para a deteccdo de subjectividade e 81,3% para a detec¢ido de polaridade.
Uma conclusio interessante apresentada pelos autores foi que as caracteristicas relacionadas a
sintaxe providas pelo POS foram importantes para a detec¢io de subjetividade enquanto que as
caracteristicas relacionadas aos tweets foram mais importantes para a detec¢ao de polaridade.

Davidov et al. (2010) também apresentaram uma abordagem supervisionada para TSA.
Além das emoticons usadas para coleta de tweets de sentimento para o conjunto de treinamento,
eles também usaram hashtags. Marcas de pontuacdo, padroes frequentes, além de n-grams
também foram utilizados como atributos e alcangaram um F-score de 86,0% para classificagdo
bindria com um classificador KNN (K-Nearest Neighbor).

Um dos classificadores mais utilizados para TSA é o SVM. Bakliwal et al. (2012) empregou
tal classificador com diferentes técnicas de pré-processamento, uma por uma, a fim de medir a

sua eficdcia. Normalizacdo de tweets (Spelling correction), stemming e remog¢ao de stop-words

Shttp://www.nytimes.com
Ohttps://www.washingtonpost.com
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2.1. Algoritmos tradicionais de classificagcdo

foram aplicados e melhoraram a acuricia do classificador. Os conjuntos de dados de Stanford
(Go et al., 2009) e o Mejaj (Bora, 2012) foram usados para avaliar a sua abordagem.

Da mesma forma, Mohammad et al. (2013) buscaram resolver o problema de andlise de
sentimentos em tweets utilizando o SVM. Mohammad et al. (2013) usaram o conjunto de dados
provido pelo SemEval 2013 (Nakov et al., 2013). Eles representavam cada tweet como um vetor
de atributos incluindo, n-gramas baseados em caracteres e baseados em palavras, POS, pala-
vras com todos os caracteres em maiusculo (como marcas de sentimentos), hashtags, 1éxicos,
padrdes de pontuagdo e repeticdes dos mesmos, emoticons, alongamento enfético das palavras e
tratamento de negacdo. Eles observaram que o classificador SVM treinado com todos os atribu-
tos mencionados anteriormente obteve melhor desempenho do que os classificadores treinados
somente com unigramas.

Um método SVM com kernel linear foi proposto por Kiritchenko et al. (2014) para TSA. Os
autores utilizaram uma variedade de atributos baseados em estilo de escrita, em sentimentos €
em semantica. O SVM com kernel linear superou em desempenho o classificador MaxEnt. Os
atributos de sentimentos sao inicialmente derivados de um Iéxico especifico para tweets, o que
segundo os autores contribui positivamente para a adequada captura das palavras de sentimento
no contextos negativos.

Um framework de classificagdo contendo trés passos foi apresentado por Asiaee T. et al.
(2012). No primeiro passo, eles identificaram os tweets do tépico de interesse. No segundo
passo sdo identificados os tweets que possuem sentimento, enquanto, no tltimo passo, os tweets
foram anotados com polaridade de sentimento. Eles estudaram o desempenho a partir de uma
série de métodos classicos (KNN e NB) e também propuseram novos métodos incluindo SVM
ponderado e o aprendizado baseado em diciondrio (Dictionary Learning). Um resultado enume-
rado como relevante pelos autores € aquele em que o desempenho da classificagdo foi melhorado
a partir da reducdo de esparsidade na bag-of-words.

A selecdo de atributos é muito importante para a eficicia dos métodos supervisionados, uma
vez que estd intimamente relacionada ao poder preditivo do classificador, como mencionado
anteriormente. Neste cendrio, varios estudos foram propostos na literatura com o objetivo de
analisar o impacto de diferentes atributos sobre TSA (Agarwal et al., 2011; Aisopos et al., 2011;
Kouloumpis et al., 2011; Saif et al., 2012b; Hamdan et al., 2013).

Agarwal et al. (2011) realizaram um estudo com os diferentes atributos, examinando o seu
desempenho em diferentes algoritmos. Apds uma extensa andlise dos atributos, eles concluiram
que as caracteristicas mais uteis para TSA foram as que se referem a polaridade do sentimento
de um termo (léxico). Os autores realizam estudos considerando somente a classificagdo com
duas classes (positiva e negativa) e também avaliam o impacto com a inser¢do da classe neutra.

Aisopos et al. (2011) sugeriram o uso de grafos baseados em n-gramas para melhorar a acu-
rdcia da classificagdo. Os autores usaram dois algoritmos de classificacdo: MNB e o baseado
em arvores de decisao C4.5 (Quinlan, 1993). Os dois classificadores foram treinados em cerca
de 1 milhdo de tweets. A anotacdo com a classe de sentimento para os dados de treinamento
baseou-se na presenca ou auséncia de emoticons. Os experimentos realizados por eles mostra-

ram que o melhor modelo foi inferido a partir do classificador baseado em arvores de decisdao
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C4.5, treinado em um grafo de 4-gramas. O melhor modelo obteve acuricia de 66,77% para

classificagdo bindria e 50,67% para a classificagdo em trés classes.

Uma abordagem com foco em semantica foi proposta por Saif ef al. (2012b) que exami-
nou um conjunto de atributos semanticos. Neste cendrio, entende-se por atributos semanticos
aqueles relacionados a conceitos semanticos (e.g. pessoa, cidade) que representam entidades
extraidas (e.g. Steve Jobs, Londres). Saif ef al. (2012b) fizeram uso de atributos semanticos em
um classificador Naive Bayes. Os resultados mostraram um aumento médio na acurdcia para
identificar sentimentos negativos e positivos de cerca de 6,5% e de 4,8% usando unigramas e

POS, respectivamente.

Hamdan et al. (2013) propuseram o uso de muitos atributos e recursos, com o objectivo de
alcancar um bom desempenho em tarefas de TSA. Dos atributos analisados, foram incluidos
conceitos a partir da DBPedia’, grupos verbais e adjetivos da WordNet (Miller, 1995a), e ca-
racteristicas fornecidas pelo 1éxico SentiWordNet (Baccianella et al., 2010a). Hamdan e? al.
(2013) também utilizaram um léxico de emocdes, abreviaturas e girias para melhorar a acuricia
na TSA. O método proposto permitiu melhorar a acurdcia média em 2% e 4%, considerando

essas caracteristicas para 0 SVM e o Naive Bayes treinados com unigramas, respectivamente.

Em vez de aplicar a analise de sentimentos com granularidade de documento, Jiang et al.
(2011) usaram uma abordagem de aprendizado de méquina para lidar com a tarefa de TSA
baseada em aspecto — a abordagem com granularidade baseada em aspectos foi detalhada
no capitulo 1. Eles propuseram um método que combina atributos independentes da classe e
dependentes da classe. No método proposto por eles, foram usadas regras definidas manual-
mente para detectar padrdes sintdticos que mostram se um termo foi relacionado & um objeto
especifico. Eles também empregaram um SVM bindrio para a classificacdo de subjetividade e
polaridade. Além disso, também foram utilizados atributos especificos do Twitter, como por
exemplo retweets, respostas e mengdes, que foram usadas para criar um grafo. Tal grafo refletiu
as similaridades entre os tweets considerados. Jiang et al. (2011) relataram uma acuricia média

de 85%, considerando as classes positiva, negativa e neutra.

A Tabela 2.2 resume as abordagens do estado da arte mencionadas anteriormente que em-
pregam um unico método supervisionado para TSA. A primeira coluna apresenta a referéncia
ao trabalho em questdo. A segunda coluna refere-se ao propdsito do artigo, sendo que este pode
ser andlise de sentimentos com granularidade de tweet (TSA), em que o sentimento € obtido
considerado a andlise do tweet em sua totalidade ou andlise de sentimentos com granularidade
de entidade e de aspecto em tweets (entidade-TSA). A terceira coluna fornece uma lista com-
pleta dos diferentes algoritmos que foram examinados e adotados no estudo relacionado. Os
atributos empregados pelos autores (se relatados no estudo) sdo apresentados na quarta coluna.
A ultima coluna refere-se ao(s) conjunto(s) de dados utilizado(s) no estudo. No caso de os au-
tores terem criado um conjunto de dados que ndo estd disponivel publicamente, isto também é

mencionado na tabela em questio.

"http://wiki.dbpedia.org
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Estudo Tarefa Algoritmos Atributos Conjunto de Dados
NB, MaxEnt, . .
Go et al. (2009) TSA SYM Unigramas, bigramas, POS Stanford
MNB, SVM, | Uni , bi , trigra-
Pak & Paroubek (2010) TSA pugramas, bigramas, frigra Stanford
CRF mas, POS
POS, 1éxicos ¢ b d
Barbosa & Feng (2010) TSA SVM exicos e baseado em privado
tweets
tuacdo, n- , -1 0OC t al
Davidov ef al. (2010) TSA KNN POTTHASAOD, — I-gramas.  pa ommor. e
droes, baseado em tweets (2010)
. 1éxicos, hashtags, emoticons, | Stanford e Mejaj
Bakliwal et al. (2012) TSA SVM,NB
URLs Bora (2012)
pontuacdo, n-gramas, pa-
Mohammad et al. (2013) | entidade-TSA | SVM droes, baseado em tweets, | SemEval
POS, negacao
N SVM com kernel pontuacdo, n-gramas, pa-
Kiritchenko ef al. (2014) TSA . drdes, baseado em rweets, | SemEval
linear, MaxEnt
POS, negacao
Dictionary Lear-
Asiaee T. et al. (2012) TSA ning, SVM, NB, | Ndo é mencionado privado
KNN
POS, uni , 1éxicos, ex-
Agarwal et al. (2011) TSA SVM HIIgTams, fexIcos, ex privado
clamacio etc.
Aisopos et al. (2011) TSA MNB, C4.5 POS, n-grams, 1éxicos, etc privado
Stanford, HCR,
Saif et al. (2012b) TSA NB N-gram, POS, semanticos
OMD
unigramas, conceitos (DBPe-
Hamdan et al. (2013) TSA SVM, NB dia), verbos /adjetives (Word- | SemEval
Net, SentiWordNet)
. . unigramas, emoticons, hash- .
Jiang et al. (2011) entidade-TSA | SVM _ privado
tags, pontuagcao

Tabela 2.2: Resumo dos trabalhos que empregam um tnico método supervisionado para TSA.

2.2 Agregadores de Classificadores

Em geral, encontrar o algoritmo de classificagdo cujas propriedades sdo adequadas para o
dominio em questdo € fundamental para o sucesso da aplicagdo. Em anélise de sentimentos em
tweets nao hd um consenso sobre qual configuracio experimental (quais atributos e quais meto-
dologias de classificacio) € a que prové melhor desempenho — a Tabela 2.2 reflete este cendrio.
E pritica comum em anélise de sentimentos em tweets testar diversos algoritmos e escolher o
melhor de acordo com algum critério de qualidade do modelo obtido (por exemplo, taxa de
erro). Dado que tal pratica requer que diversos classificadores sejam construidos, informacgdes
valiosas sobre os dados podem ser desprezadas ao se escolher apenas o melhor classificador
dentre aqueles obtidos. Agregadores de classificadores, por sua vez, procuram aproveitar tal
variedade de modelos, combinando-os de tal forma que solucdes melhores, e mais robustas,

possam ser obtidas.
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Os agregadores de classificadores, métodos também conhecidos como ensembles, usam
multiplos classificadores para resolver o mesmo problema, explorando a idéia de que uma
colecdo de diferentes classificadores, referindo-os individualmente como classificadores base,
podem oferecer informagdes complementares com relagdo aos padrdes que serdo classificados,
melhorando a eficicia de todo o processo de aprendizado (Zhou, 2012). A combina¢do de multi-
plos classificadores para gerar um classificador consolidado tem sido uma 4rea de pesquisa ativa
nas tltimas décadas® (Kuncheva, 2004; Dietterich, 2000; Rokach, 2010; Zhou, 2012; Zhang &
Ma, 2012; Schapire & Freund, 2012). Diversos trabalhos tém fornecido resultados tedricos e
evidéncias empiricas sobre a utilidade de tais abordagens para resolver problemas de classifica-
¢ao dificeis — e.g, Hansen & Salamon (1990) e Oza & Tumer (2008). Além disso, a extensa
literatura sobre o assunto tem mostrado que um agregador obtido a partir de classificadores
diversificados € tipicamente melhor do que seus componentes individuais (Kuncheva, 2004;
Dietterich, 2000; Hansen & Salamon, 1990).

O principio, bem como a importancia, de se agregar classificadores distintos reside no fato
de que, por exemplo, dada a agregacdo de trés classificadores (hy, hy € h3) € um novo objeto
x; a ser classificado, se os trés classificadores base sdo idénticos, entdo quando h;(x;) erra a
predicdo, ha(x;) e hs(x;) também erram. Contudo, se os erros dos trés classificadores ndo es-
tdo correlacionados, entdo, quando hq(x;) estd errado, ho(x;) e hs(x;) podem estar certos de
tal forma que por meio de voto majoritdrio o novo objeto x; podera ser corretamente classifi-
cado (Dietterich, 2000; Hansen & Salamon, 1990). Por ser uma prética simples e normalmente
aplicdvel a qualquer tipo de classificador, muitos trabalhos levam em conta essa estratégia ge-
ral (Oza & Tumer, 2008; Bauer & Kohavi, 1999; Breiman, 1996). Diversas estratégias podem
ser consideradas para introduzir diversidade nos classificadores base. Como exemplo, bag-
ging (Breiman, 1996) faz uso de diversos modelos — cada um induzido por um conjunto de
treinamento obtido por meio de bootstrap (Efron & Tibshirani, 1993) — para classificar um
objeto nao rotulado usando-se voto majoritario. Outro conceito, chamado de boosting (Freund
& Schapire, 1997), atribui pesos na predi¢ao de cada modelo levando-se em conta acuracias de
classificacdes passadas — por isso, essa abordagem é considerada iterativa (cada novo modelo
¢ influenciado pelo desempenho daqueles previamente construidos). Outras abordagens co-
nhecidas sdo stacking (Wolpert, 1992), model averaging (Perrone & Cooper, 1993) e forecast
combining (Clemen, 1989).

Dietterich (2000) listou trés razdes para o uso de ensembles de classificadores:

1. Estatistica: Um algoritmo de aprendizado pode ser visto como um algoritmo de busca
no espago de hipéteses H com o objetivo de identificar a melhor hipétese. O problema
estatistico aparece quando a quantidade de dados disponiveis para treinamento é muito
pequena comparada ao tamanho do espago de hipdteses. Sem dados suficientes, o algo-
ritmo de aprendizado pode encontrar muitas hipéteses diferentes em H. Assumindo que

se possa ter um classificador para cada hipdtese, se um unico classificador € escolhido

80 International Workshop on Multiple Classifiers Systems (http:/mcs.diee.unica.it) tem acontecido anual-
mente desde 2003.
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2.2. Agregadores de Classificadores

dentre os possiveis, existe um risco de que este ndo possua a melhor capacidade de ge-
neralizacdo ou acurdcia. Entretanto, com a combinacao dos classificadores disponiveis, o

risco de selecdo de um classificador inadequado € menor (Kuncheva, 2004);

2. Computacional: Muitos algoritmos de aprendizado realizam alguma busca local a qual
pode encontrar um 6timo local, impedindo que o algoritmo encontre a melhor hipdtese.
Um ensemble construido a partir da execuc¢ao de um algoritmo de busca local que a cada
iteracdo parte de diferentes pontos, pode fazer com que se encontre uma melhor aproxi-

macao do que considerando somente classificadores individuais;

3. Representacional: Pode acontecer que o espaco do classificador ndo contenha o classi-
ficador 6timo. Por exemplo, se o classificador 6timo € nao-linear, mas o classificador
escolhido € linear, este ndo serd capaz de encontrar a solu¢do 6tima do problema. No
entanto, um conjunto de classificadores lineares pode aproximar qualquer fronteira de
decisdo. Certos problemas sdo muitos dificeis para um tdnico classificador. As vezes, a
fronteira de decisdo que separa dados de diferentes classes pode ser muito complexa e

uma combinag¢do apropriada de classificadores pode fazer possivel essa separacao.

Algoritmos de aprendizagem tradicionais falham nestas trés questdes (estatistica, computa-
cional e representacional), enquanto métodos de combinacao de classificadores podem minimi-
zar tais problemas.

Rokach (2010) enfatiza que estudos experimentais realizados pela comunidade de apren-
dizagem de médquina mostram que combinando as saidas de varios classificadores é possivel
reduzir o erro de generalizagao. Rokach (2010) ainda reitera que os métodos baseados em
agregadores de classificadores t€ém se mostrado eficientes em diversos dominios tais como apli-
cacoes financeiras (Lei, 2002), bioinformética (Tan et al., 2003), saide (Man, 2004), industria
(Maimon & Rokach, 2004), geografia (Bru, 2004), principalmente devido ao fato de varios tipos
de classificadores tenderem a ter diferentes biases indutivos.

Kuncheva (2004) enumera quatro principais oportunidades de pesquisa relativas a constru-
cdo de agregadores de “classificadores diversos”, ou seja, classificadores que podem apresentar
diferentes margens de decisdo, com erros e acertos independentes. Na Figura 2.2, sdo ilustra-
dos tais focos de pesquisa em ensembles de classificadores: em (i), o foco € a construcao de
ensembles através da combinacdo dos classificadores base, que pode ser feita utilizando estraté-
gias como voto majoritdrio, unanimidade, média das probabilidades das classes inferidas pelos
modelos de base, dentre outras; em (ii), o foco s@o estratégias para a escolha dos classificado-
res utilizados no ensemble; em (iii), o foco € a definicdo dos atributos que irdo compor cada
uma das bag-of-words de treinamento; e, por fim, em (iv), o foco € a escolha dos exemplos
de treinamento que irdo ser usados nos classificadores. Em cada um dos quatro objetivos de
pesquisa listados por Kuncheva (2004) ha a oportunidade de maximizar a diversidade entre os
seus classificadores base, com o objetivo de maximizar também o poder preditivo do modelo
final.
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Figura 2.2: Abordagens para construir ensembles de classificadores.

E importante enfatizar que ndo h4 garantia que a combinacdo de multiplos classificadores
sempre produzird melhores resultados que os seus classificadores individuais tidos como base,
exceto em alguns casos especiais (Fumera & Roli, 2005). Em outras palavras, a agregacao
de classificadores nao necessariamente terd o melhor desempenho se comparado ao melhor
classificador base pertencente ao ensemble, entretanto ele certamente reduzird o risco de realizar
a pior selecdo dentre os indmeros classificadores possiveis. A agregacdo de classificadores é
tratada mais detalhadadamente em Oza & Tumer (2008); Bishop (2007) e Kuncheva (2004).

Efetivamente, para o correto uso de ensembles, os individuos componentes do mesmo de-
vem ter entre si algum nivel de diversidade (Tumer & Ghosh, 1996; Krogh & Vedelsby, 1995;
Kuncheva, 2004; Kuncheva & Whitaker, 2003b), como ja mencionado anteriormente. Clas-
sificadores diferentes produzem diferentes fronteiras de decisdo. Assim sendo, se a diversi-
dade € efetivamente constatada, erros independentes sdo produzidos por cada classificador, e
ao combind-los, o erro total serd reduzido. A Figura 2.3, adaptada de Polikar (2009), ilustra
este conceito para a configuracdo proposta no dominio de aplicacdo desta tese: cada classifi-
cador (treinado em diferentes subconjuntos do conjunto de treinamento considerado) produz
diferentes erros, e a combinacao de classificadores pode prover uma fronteira de decisdo com
maior poder preditivo. De fato, o erro bayesiano pode ser estimado a partir do ensemble de
classificadores (Tumer & Ghosh, 2003). As Figuras 2.4 e 2.5 apresentam exemplos de regras

de combinagdo de classificadores.
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Figura 2.3: Ensembles de classificadores para andlise de sentimentos em tweets. . refere-se
a regra de combinacdo (e.g., voto majoritirio e média das probabilidades de classe) para os

classificadores base.
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Figura 2.4: Um exemplo de voto majoritario como regra de combinacdo. Neste caso, a maioria

dos classificadores concordam que a cl

Classificador 1

Hoje estou tao feliz!!
Vamos para praia ;)

Classificador 2

Classificador 3

asse € positiva.
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P[classe='positivo’]=0.96

_>P[classe=’nega tivo’]=0.04

.

Média das

probabilidades
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Figura 2.5: Um exemplo de média das probabilidades como regra de combinacao de classifica-
dores. Neste caso, a probabilidade P(classe=Positivo/rweer)>P(class=Negativo/tweet), entdo a

saida do ensemble € positiva.

Ensembles de classificadores para andlise de sentimentos em fweets t€m sido pouco explo-
rados na literatura — algumas poucas exce¢des sao Lin & Kolcz (2012); Clark & Wicentwoski
(2013); Rodriguez-Penagos et al. (2013); Hassan et al. (2013); Kanakaraj & Guddeti (2015);

Hagen et al. (2015).
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Lin & Kolcz (2012) exploram o uso de agregadores de classificadores em um ambiente in-
tegrando com ferramentas de processamento e armazenamento paralelo, tais como MapReduce
e Hadoop (Dean & Ghemawat, 2008). Os dados foram coletados usando emoticons positivas
e emoticons negativas como termos de consulta. Para o treinamento, foram obtidas trés bases
de dados contendo 1 milhdo, 10 milhdes e 100 milhdes de exemplos de treinamento respectiva-
mente, com igual nimero de tweets positivos e tweets negativos. O conjunto de teste também
foi coletado usando o0 mesmo método com emoticons € € constituido de 1 milhdo de tweets, com
no minimo 20 caracteres para cada mensagem. Os dados de treinamento foram particionados e
o ensemble foi construido combinando diversos modelos de predi¢do inferidos a partir das va-
rias particdes do conjunto de treinamento — via regressdo logistica. Os testes foram realizados
variando o nimero de modelos de predi¢do componentes do ensemble e o nimero de exemplos
do conjunto de treinamento. Os resultados da abordagem usando ensembles foram compara-
dos a abordagem tradicional de classificacdo utilizando o algoritmo regressdo logistica para
inferéncia de um tnico modelo de predi¢do com a base de dados de treinamento completa, e a
acurdcia obtida apresentou uma melhora significativa. O trabalho apresentado por Lin & Kolcz
(2012) apresenta resultados iniciais, propondo que a diversidade dos modelos de classificacao
seja obtida a partir dos modelos treinados em diferentes conjuntos de tweets.

Paralelamente a esta tese, Rodriguez-Penagos et al. (2013) e Clark & Wicentwoski (2013)
propuseram o uso de ensembles para andlise de sentimentos com granularidade de aspectos.
Nesta perspectiva, o rotulo de classe (positiva, negativa ou neutra) é fornecido para uma frase
ou palavra especifica dentro do tweet, € ndo necessariamente ao tweet como um todo. Clark
& Wicentwoski (2013) usam uma combinac¢do de classificadores Naive Bayes, em que cada
classificador € treinado em um conjunto de atributos diferentes dos demais atributos usados
pelos outros classificadores. Os classificadores sao combinados em um esquema de voto ma-
joritario. Os classificadores sao submetidos a um conjunto de dados diferente do conjunto de
treinamento para avaliar sua acurdcia. Somente os classificadores avaliados com um valor de
acurdcia minimo (definido previamente) sao submetidos ao ensemble.

Hassan et al. (2013) propuseram lidar com o desbalanceamento de classes, com a esparsi-
dade e representatividade dos dados utilizados no treinamento. Os autores realizam um enrique-
cimento do corpus através de multiplos conjuntos de dados adicionais também relacionados a
classificacdo de sentimentos (todos os conjuntos sdo rotulados com as classes positivo, negativo
e neutro). Os autores utilizam unigramas, bigramas, part-of-speech, features semanticas deri-
vadas de WordNet (Miller, 1995b) e 1éxicos derivados da SentiWordNet 3.0 (Baccianella et al.,
2010b). Também sdao empregadas técnicas de sumarizacdo como Legomena e reconhecimento
de entidades nomeadas. Os autores propdem um ensemble diversificado, variando os classifica-
dores de base, os atributos de cada classificador de base, os conjuntos de dados utilizados para
enriquecimento, bem como a combinagao dos classificadores de base feita por voto majoritario,
média das probabilidades, probabilidade maxima etc.

Recentemente, Kanakaraj & Guddeti (2015) realizaram um experimento em que avaliaram
véarios métodos de agregacdo de classificadores em bases de dados de tweets coletados pelos

proprios autores, concluindo que o método de agregacao baseado em drvores apresentou me-
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lhores resultados.

Outro trabalho recente foi o proposto por Hagen et al. (2015), em que os autores sdo par-
ticipantes de uma competicdo (Rosenthal er al., 2014). Tal competi¢cdo tem como objetivo
estabelecer comparacdes quanto a acurdcia na andlise de sentimentos, uma vez que sdo fixados
varios conjuntos de tweets comuns a todos participantes. Hagen et al. (2015) propuseram um
método baseado em ensembles, cujos classificadores de base sdo trés métodos propostos por
outros participantes da competi¢do. Os mesmos fizeram andlises de erro em cada um dos trés
classificadores de base escolhidos, e identificaram que tais classificadores obtiveram erros di-
ferentes quando submetidos aos conjuntos de teste. Tais andlises de erro s@o fortes indicios de
que os classificadores sdo independentes entre si, € portanto, que existe diversidade entre eles.
Tais classificadores foram combinados entre si por meio da média das probabilidades de classe.

A Tabela 2.3 resume as abordagens que empregam agregadores de classificadores para re-

solucdo do problema de andlise de sentimentos em tweets (TSA).

Estudo Ano Atributos Classificador Base Método Ensemble Banco de Dados
Lin & Kolcz (2012) 2012 feature hashing regressdo logistica voto majoritdrio privado
n-gram, lexicos, POS, voto majoritario,
. . CRF, SVM e método
Rodriguez-Penagos et al. (2013) | 2013 | atributos baseados na escrita, heurfsti upper bound, Nakov et al. (2013)
euristico
SentiWordnet ensemble vote
Clark & Wicentwoski (2013) 2013 n-gram, lexicos Naive Bayes voto ponderado Nakov et al. (2013)
Redes neurais, Um modelo que
unigrams, bigrams, POS and Random Tree, REP testa vdrias
Hassan et al. (2013) 2013 ‘WordNet Miller (1995b) and Tree, Naive l?ayes, combinag()fas de Sanders - Twitter
SentiWordNet 3.0 Redes bayesianas, caracteristicas, Sentiment Corpus3
Baccianella et al. (2010b) Regressdo Logistica e classificadores e
SVM. seus parametros
- Random Forest,
Kanakaraj & Guddeti (2015) 2015 unigrams andom Fores . privado
AdaBoost e Bagging
Classificadores
Os mesmos atributos de propostos por . .
Probabilidade média
Mohammad et al. (2013); Mohammad et al. (Nakov et al., 2013;
Hagen et al. (2015) 2015 de classe dos trés
Giinther & Furrer (2013); (2013); Giinther & i Rosenthal et al., 2014)
K . classificadores.
Proisl et al. (2013) Furrer (2013); Proisl
etal. (2013)

'http://en.wikipedia.

org/wiki/List_of_emoticons

2http://www.noslang.com/

3http://www.sananalytics.com/lab/twitterfsentiment/

Tabela 2.3: Estudos com agregadores de classificadores.

2.3 Experimentos

Brown et al. (2005) sugerem trés métodos para criacio de ensembles de classificadores com
diversidade: (i) variar as inicializacdes para os algoritmos de classifica¢do de base; (ii) variar os
conjuntos de treinamentos para seus classificadores de base; e (iii) variar os classificadores de
base ou as estratégias de combinagdo dos classificadores base. Os experimentos realizados nesta

tese foram inspirados por (iii), enquanto que Lin & Kolcz (2012) e Clark & Wicentwoski (2013)
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abordaram a diversidade segundo (ii). Rodriguez-Penagos et al. (2013) realizaram experimentos
praticando a andlise de sentimentos com granularidade de aspectos, aplicando a diversidade
segundo o conjunto de treinamento para seus classificadores base.

A hipétese 1 de pesquisa desta tese € que, classificadores de sentimentos para tweets com
alto poder de predicdo e acurdcia podem ser obtidos a partir da combinagdo de classificado-
res diversificados (ensembles). Esta hipdtese se baseia na filosofia de uso de agregadores de
classificadores e presume que a engenharia seja realizada de forma apropriada.

A Figura 2.6 apresenta uma visdo geral da abordagem utilizada no cendrio de andlise de sen-
timentos nesta tese. Os classificadores de base considerados sdo Random Forest, Support Vector
Machines (SVM), Multinomial Naive Bayes e Regressao Logistica. Embora outros classifica-
dores pudessem ter sido escolhidos, os representantes adotados t€ém sido comumente estudados
e amplamente utilizados na pratica e, portanto, t€ém credibilidade para funcionarem como uma

prova de conceito.

Random
EEEE
T Conjunto ..
~_ ---.- de treinamento Naive Bayes Ensemble
Al OIS SVM Linear /
Tweets | Featur: Zashing ---.-
: Conjunto Regresséo
. de validagéo Logistica
v
]
v ¢
Pré-processamento validagéo

Figura 2.6: Visdo geral da abordagem proposta.

Na prética, classificadores sdo construidos para analisar os dados cuja classe é desconhecida
previamente. Este conjunto de dados é comumente conhecido como conjunto alvo ou farget
set. Em um ambiente experimental controlado, como no abordado nesta se¢do, um conjunto de
valida¢do ou conjunto de testes representa o conjunto alvo estabelecido. Nesta tese, e seguindo a
boa prética, o conjunto teste/ valida¢do nao foi utilizado no processo de construgdo de ensembles
de classificadores. Uma vez realizado o processo de treinamento dos classificadores de base, um
ensemble é formado pela (i) média das probabilidades de classe obtidas por cada classificador

de base ou pela (ii) vota¢do por maioria.

2.3.1 Representacio e atributos

Como ja mencionado anteriormente, em andlise de sentimentos em fweets nao ha um con-
senso sobre quais atributos irdo prover o melhor desempenho. Desta forma, com o objetivo de
validar a primeira hipdtese, foram escolhidas duas técnicas para a representacdo de atributos:

bag-of-words com unigramas e feature hashing. A segunda técnica foi escolhida por sua ca-
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racteristica promissora em outros dominios de aplicacdo (Weinberger et al., 2009; Shi et al.,
2009; Ganchev & Dredze, 2008; Forman & Kirshenbaum, 2008; Caragea et al., 2011) e pouca
exploracdo no contexto de andlise de sentimentos — apenas o trabalho de Lin & Kolcz (2012)
fez uso de feature hashing — em tweets ndo disponiveis publicamente. Além disso, nas duas
formas de representacdo foram utilizados um léxico de sentimentos com objetivo de avaliar o
poder de enriquecimento promovido pelo mesmo.

Nos experimentos realizados nesta tese, foram avaliados agregadores de classificadores com

quatro variagdes de conjuntos de atributos a saber:
1. Considerando bag-of-words com unigramas somente.
2. Considerando bag-of-words com unigramas e 1éxicos provenientes de Liu (2012).
3. Considerando feature hashing.
4. Considerando feature hashing e 1éxicos provenientes de Liu (2012).

Os atributos empregados sao apresentados com maiores detalhes a seguir.

2.3.1.1 Bag-of-words

O modelo de representacdo bag-of-words (BoW), um dos mais utilizados em diversas apli-
cacdes em aprendizagem de maquina (Forman, 2003; Sebastiani, 2002), € também amplamente
estudado e praticado em andlise de sentimentos (Pang et al., 2002; Dave et al., 2003; Kim &
Hovy, 2006; Kouloumpis et al., 2011; Lin & Kolcz, 2012; Ghiassi et al., 2013; Zhu et al.,
2014). Esta representacdo € construida considerando n-grams, uma sequéncia continua de n
itens a partir de uma fonte textual ou falada. Em particular, uma BoW considera individual-
mente as palavras (grams) de um tweet como atributos, assumindo uma independéncia entre
tais palavras. O texto € representado como uma cole¢do ndo ordenada de palavras e convertido
em um vetor de caracteristicas ou atributos. H4 duas possiveis formas de mensurar a frequéncia
das palavras (grams) em um tweet: (i) presenca do termo ou gram (tp), calculada conforme
equagdo 2.1; (i1) frequéncia do termo ou gram (tf), calculada conforme equagdo 2.2. De modo
geral, em recuperacdo de informagao ou classificacao de textos em relacdo a topicos, a frequén-
cia de n-grams tf tem mostrado melhores resultados, enquanto, em classificacdo de sentimentos,
Pang et al. (2002) mostraram que o uso da informag¢do sobre presenca de termos, tp, proporci-
ona melhores resultados. Esta tese assume o uso da informacao sobre presenga de termos (Pang

et al., 2002) como sendo a solucdo que prové maior eficicia.

tf(palavra,tweet) = |{palavra € tweet}| (2.1)

1 se palavra € tweet
tp(palavratweet) = (2.2)
0 se palavra ¢ tweet

Um dos desafios da representagdo BoW € a escolha das palavras que serdo consideradas ca-

rateristicas (atributos). Usando este modelo, o tweet “Eu amo chocolate” pode ser representado
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pelo vetor de caracteristicas: V, = { ‘eu’:1, ‘amo’:1, ‘chocolate’:1}. Naturalmente algumas
palavras ndo expressam nenhum sentimento, e por isso ndo possuem valor semantico para a
andlise de sentimentos, podendo até mesmo confundir o modelo preditivo. Neste caso, palavras

conhecidas como stop-words sdo removidas na etapa de pre-processamento.

2.3.1.2 Léxicos de opinioes

Existem palavras ou mesmo frases que sdo importantes indicadores de sentimento, sendo
conhecidas como palavras de opinido. Tais palavras sdo usadas para indicar sentimentos positi-
vos ou negativos. Por exemplo, as palavras bom, maravilhoso, espléndido sao palavras de senti-
mento positivo, enquanto as palavras ruim, pobre, terrivel sao palavras de sentimento negativo.
Além de palavras individuais de sentimento, existem também frases e expressdes idiométicas,
por exemplo, a expressdo “acabar em pizza”, que tem uma conotag¢do negativa. Uma lista des-
tas palavras ou frases sdao chamadas 1éxicos de sentimentos, 1éxicos de opinido ou palavras de
polaridade (em inglés sentiment lexicon ou opinion lexicon).

Embora as palavras e frases de sentimento sejam importantes para andlise de sentimento, o

uso de somente tais atributos nao sdo suficientes porque:

e Uma palavra de sentimento positivo ou negativo pode ter orientacdes opostas em diferen-
tes contextos. Por exemplo, a palavra “doce” geralmente indica um sentimento positivo
tal como em “Uma doce melodia preenchia o ambiente.”, mas também pode implicar em

um sentimento negativo, por exemplo, “Este café estd muito doce.”.

e Uma frase contendo 1éxicos de opinido pode ndo expressar nenhum sentimento. Este
fendmeno ocorre com freqii€éncia em varios tipos de frases. Sentencas interrogativas e
sentengas condicionais sdo dois tipos importantes. Por exemplo, “Vocé pode me dizer
qual celular Samsung € bom?” e "Se eu encontrar um bom celular na loja, vou compré-
lo.". Ambas as frases contém a palavra de sentimento “bom”, mas ndo expressam uma
opinido positiva ou negativa sobre qualquer celular em especifico. No entanto, algumas
sentengas condicionais ou frases interrogativas expressam sentimentos, por exemplo, “Al-
guém sabe como consertar essa impressora horrivel?” e “Se vocé estiver procurando um

bom carro, compre um Honda Civic”.

e Sentengas com sarcasmo sdo dificeis de lidar. Por exemplo, “Que celular maravilhoso!
Parou de funcionar em dois dias”. Expressdes com sarcasmo sdo mais comuns em dis-

cussodes politicas e certos nichos de usudrios.
e Muitas frases sem palavras de sentimento podem conter opinides.

Os Iéxicos de opinido podem ser criados de duas formas (Taboada et al., 2011): manual ou
automaticamente usando palavras pré definidas como sementes (seeds) para expandir a lista de
palavras. Alguns exemplos de trabalhos nessas duas categorias sao citados brevemente a seguir:

Em Nielsen (2011a), é feita uma classificacdo de sentimentos em mensagens do Twit-

ter avaliando o uso de um léxico de palavras construido manualmente para textos longos, e
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avaliando também o mesmo método de classificagdo usando um léxico construido especial-
mente para textos do Twitter.

No trabalho de Mostafa (2013), foi apresentado um estudo com 2.105 tweets aleatoriamente
coletados a partir de dezesseis companhias aéreas comerciais, com o objetivo de avaliar o senti-
mento de seus clientes. Foi usado um léxico de palavras de opinido com cerca de 6.800 adjetivos
com orientagcdo sentimental conhecida.

Bollen et al. (2011) investiga se o sentimento publico expressado em larga escala diaria-
mente em mensagens divulgadas pelos usudrios do Twitter pode ser usado para predizer quedas
ou altas no mercado de a¢des. Para a tarefa foi utilizado um 1éxico de 2.718 palavras positivas
e 4.912 palavras negativas.

Existem pesquisas focadas em usar sinais emocionais que poderiam estar correlacionados
com a polaridade do sentimento para um documento ou para as palavras que formam um docu-
mento. Por exemplo, quando a comunicacio ocorre no mundo real, ¢ comum as pessoas usarem
expressoes faciais e gestos para expressarem seus sentimentos. Similarmente em redes sociais,
usudrios desenvolveram simbolos que estdo fortemente relacionados com suas emocgdes (Liu
et al., 2012). Estes simbolos sdo conhecidos como emoticons ou expressoes faciais que deno-
tam emocgdes. O trabalho de Hu et al. (2013a) utiliza como sinais emocionais as emoticons € 0
conceito de teoria da consisténcia da emogdo que sugere que as palavras que frequentemente
co-ocorrem t€ém a mesma orientacdo em relagdo ao sentimento.

Ha ainda trabalhos (e.g. Brody & Diakopoulos (2011)) que associam o sentimento ao tama-
nho da palavra, enquanto outras pesquisas buscaram aproveitar as emog¢des conhecidas sobre
um determinado dominio para facilitar a analise de sentimentos em outro dominio distinto (Li
etal.,2010).

Como exemplos de Iéxicos disponiveis na literatura é possivel citar’:

e Opinion Finder lexicon criado por Wilson et al. (2005), possui palavras rotuladas como

positivas e negativas;

e AFINN apresentado em Nielsen (2011b), possui palavras positivas com valores variando
de +1 a 45 e palavras negativas com valores variando de —1 a —5. O léxico completo
possui 2.477 palavras;

e Liu (2012) criou um Iéxico conhecido como Bing Liu Lexicon e o usou em diversas pes-
quisas. Este 1éxico contém 2.006 palavras rotuladas como positivas e 4.683 palavras

rotuladas como negativas;

e O NRC Hashtag Sentiment Lexicon é automaticamente criado usando uma colecio de
775.310 tweets com hashtags positivas ou negativas. A partir disso os fweets sdo rotu-
lados como positivos ou negativos, considerando sua respectiva polaridade (baseada na
hashtag). E atribuido a cada palavra um valor variando de —5 a +5. Este Iéxico foi cri-
ado pelo time de Mohammad et al. (2013), que ganhou a competicdo conhecida como

SemEval task (Nakov et al., 2013) para anélise de sentimentos em tweets;

Todos os léxicos mencionados foram construidos para a lingua inglesa.
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e Sentiment140 Lexicon foi também proposto por Mohammad et al. (2013), o qual usa

emoticons positivas e negativas para rotular palavras de sentimentos.

Nesta tese, como prova de conceito, foi utilizado o 1éxico proveniente de Liu (2012). E im-
portante enfatizar que os algoritmos supervisionados surgem como alternativa para uma maior
generalizacdo em relacdo aos métodos que se baseiam somente em léxicos, buscando encontrar
padrdes que suavizem os problemas evidenciados com as abordagens baseadas em um conjunto

de termos pré-definido e estético.

2.3.1.3 Reducio de esparsidade — Feature Hashing

Um dos principais problemas de acurdcia e eficiéncia temporal evidenciados na andlise de
sentimentos em fweets, quando realizada a partir da representacdo baseada em bag-of-words,
€ ocasionada devido a esparsidade. Tal problema € justificado, uma vez que tweets sdo fon-
tes textuais limitadas a 140 caracteres e com uma imensa variabilidade de termos. Evidéncias
em trabalhos cujos focos sdo a classificacio textual baseada em tépicos e em classificagdo de
sequéncias de proteina demostram que hashing (Weinberger et al., 2009; Shi et al., 2009; Gan-
chev & Dredze, 2008; Forman & Kirshenbaum, 2008; Caragea et al., 2011) é uma estratégia
para redugdo de dimensionalidade ndo paramétrica eficiente. Apenas o trabalho de Lin & Kolcz
(2012) utiliza a técnica de feature hashing como estratégia de reducao de dimensionalidade para
andlise de sentimentos em tweets. Desta forma, tal estratégia serd melhor investigada nesta tese.

Em particular, para a classificacdo de sentimentos em tweets, feature hashing reduz o nu-
mero de atributos providos como entrada para o algoritmo de aprendizagem. O espago original
com alta dimensao € “reduzido” por hashing em um espaco de menor dimensao, i.e., mapeando
as features em hash keys. A Figura 2.7 demonstra como € realizada a aplicacio da técnica de
feature hashing ao tweet @AnaJulia: “Eu amo chocolate #lacta!”. No quarto passo, € aplicada
a funcdo hash da Equacgdo 2.3, a qual recebe um termo s de tamanho [ como pardmetro e retorna

a soma dos valores ASCII de seus caracteres(c;).

h(s) =Y ASCII(c;)/10 (2.3)

2.3.2 Pré-processamento dos dados

A fim de eliminar ruidos e termos sem qualquer significado semantico para a classifica-
¢d0, bem como realizar uma normalizagdo dos tweets, foram realizados algumas etapas de pré-

processamento:
e Remocio de mengdo de pessoas;
e Remocido de pontuagdo, nimeros e acentuacio;

e Remocio de links e URLs;
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@Anadulia: "Eu amo chocolate #lacta!”

1. Remogao de stop-words, pontuagao e simbolos
i

Eu amo chocolate lacta

2. Sao eliminadas palavras com menos de c caracteres,
e palavras com uma frequencia minima m pré-definida.

chocolate lacta
Se c=4 e m=1: Se c=4 e m=1-
choc lact 3. Converte-se as palavras em um vetor de palavras
hoco acta possiveis de tamanho ¢, como é feito em Lin and
ocol Kolcz, 2012.
cola
olat
late
Y 4. O proximo passo é aplicar o extrator de
- . caracteristicas através da fungéo de hashing.
Funcao Hashing

V

hash(“choc”) = feature 1
hash(“hoco”) = feature 2
hash(“ocol”) = feature 1 (O valor sera contabilizado a feature 1, que ja existe.)

Figura 2.7: Aplicando feature hashing em um tweet.

e Remocdo de stop words (ver Figura 2.8) da lingua inglesa, uma vez que os conjuntos

considerados nos experimentos sdo dessa natureza;
e Padronizacio do texto e conversdo em minusculo;

e A bag-of-words foi construida com frequéncia bindria, e um termo foi considerado fre-

quente se ele ocorre em mais de um tweet;
e Também foi usada a técnica conhecida como stemming;

Stemming Os documentos geralmente contém diferentes formas de uma palavra, como
por exemplo caminhada, caminhadas, caminhar. O objetivo do stemming € o de

reduzir as formas flexionadas de uma palavra para a forma de base comum.

e O Iéxico proposto por Liu (2012) também foi utilizado, bem como as emoticons apresen-
tadas na Tabela 2.4, a fim de trazer novos atributos e enriquecer o modelo de classificacao.
O numero de emoticons positivas e o nimero de emoticons negativas existentes em cada
tweet foram utilizados como atributos, bem como o nimero de itens 1éxicos positivos e

negativos.
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a an and are as at
be by for from has he
in is it its on that
the to was were will with
Figura 2.8: Uma lista com palavras conhecidas como stop-words.
Simbolos positivos Simbolos negativos
#_|/ (:_I (:_&I (:_(/ (t_t)/
=) )y (= (2 B=)y 770y 8=(, 8ol, :3, Y YRRV
,),(/\_/\), (A_N)r $ ’_)/ :_]r :_$’ &, :_(' _/’ < >
_dl &gt;l :dl I_dl /&gt;, _@' —Cr TPy FTSy 2y _|’
71, =) =10, :// 1<, @, : [, ‘—(, :0,
P, :|I :(I =Py >:(r /\O)/ 2 ((

Tabela 2.4: Simbolos que denotam emo¢@o comumente encontrados em fweets.

2.3.3 Conjuntos de dados

Os experimentos realizados neste capitulo utilizaram dos conjuntos de tweets: Sanders,

Stanford, Debate Obama-McCain e Reforma

da Satide. Tais conjuntos sdo consiederados re-

presentativos por serem obtidos a partir de diferentes assuntos (Hassan Saif & Alani, 2013)

e estarem disponiveis publicamente. Tais conjuntos de dados foram escolhidos por viabilizar

estudos comparativos.

2.3.3.1 Sanders

O conjunto de tweets Sanders'® consiste de mensagens manualmente anotadas por espe-

cialistas, coletadas a partir de quatro termos de busca: @apple, #google, #microsoft, and

#twitter. Cada tweet tem um rétulo de sentimentos: positivo, neutro, ou negativo, e irrelevante.

A Tabela 2.5 apresenta o nimero de tweets de cada tépico e classe:

Topico | Classe Positiva | Classe Neutra | Classe Negativa | Termo de busca no Twitter

Apple 191 581 377 Q@apple

Google 218 604 61 #google
Microsoft 93 671 138 #microsoft

Twitter 68 647 78 Htwitter

Tabela 2.5: Especificacdo da base de dados Sanders.

Disponivel para download em ht tp: //www.sananalytics.com, com dltimo acesso em 27/08/2015.
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2.3.3.2 Stanford

A base de dados Stanford (Go et al., 2009) possui 1.600.000 tweets de treinamento. Pe-
riodicamente, foram feitas consultas a base de dados do Twitter usando simbolos de emocdes
positivas — :) — e negativas — (: — . Depois de remover os retweets, os simbolos de emocdo e
tweets repetidos, restaram 800.000 tweets classificados em “positivos”, e 800.000 tweets clas-
sificados em “negativos”. Em contraste com o conjunto de treinamento coletado a partir de
emocoes especificas, o conjunto de teste foi coletado a partir de nomes de produtos, compa-
nhias e pessoas e foram manualmente anotados com o rétulo de classe. O conjunto de teste é

composto de 177 tweets “negativos” e 182 tweets “positivos”.

2.3.3.3 Debate Obama-McCain - OMD

O banco de dados Obama-McCain Debate foi construido a partir de 3.238 tweets coletados a
partir do primeiro debate presidencial televisionado nos Estados Unidos em 2.008 (Diakopoulos
& Shamma, 2010). Os rétulos de classe destes rweets foram obtidos a partir de anotadores
da empresa Amazon Mechanical Turk''. Cada tweet foi rotulado por um ou mais anotadores
como “positivo”, “negativo”, “neutro”, ou “outro”. Tweets classificados em “outro” sdo aqueles
que ndo se encaixam em nenhuma das categorias anteriores. Foram mantidas as mensagens
rotuladas por no minimo trés profissionais para os sentimentos positivos ou negativos, desta
forma resultando em um conjunto de 1.906 tweets, sendo 710 da classe positiva e 1.196 da
classe negativa.

Em outra configuragdo deste conjunto de dados, foram considerados somente tweets com
unanimidade das opinides. Este foi chamado Strict Obama-McCain Debate, o qual tem 916

tweets com 347 mensagens da classe positiva e 569 mensagens da classe negativa.

2.3.3.4 Reforma da Saiade - HCR

A base de dados Health Care Reform foi construida a partir de tweets contendo a hashtag
#hcr em marco de 2010 (Speriosu et al., 2011). Um subconjunto desse corpus foi manualmente
anotado como sendo da classe “positiva”, “negativa” ou “neutra”. Este conjunto € disponibi-
lizado j4 particionado em um conjunto de treinamento € um conjunto destinado aos testes. O
conjunto direcionado a fase de treinamento contém 839 tweets (215 da classe positiva e 406
da classe negativa). O conjunto de testes possui 154 tweets da classe positiva e 511 da classe

negativa.

Uhttps://www.mturk.com/
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2.3.4 Configuracao

Os experimentos foram conduzidos usando a plataforma WEKA'?. Neste ambiente foram
executados os algoritmos Multinomial Naive Bayes, Regressao Logistica, e Random Forest. Foi
usado também o pacote para Support Vector Machines (Chang & Lin, 2011) LibSVM!? para
o treinamento de classificadores SVM. Para os conjuntos de dados Obama-McCain Debate e
Sanders Twitter Sentiment foram usados validacdo cruzada com 10 pastas (/0-fold cross vali-
dation). Para o conjuntos de dado Health Care Reform, foram usados os mesmos conjuntos de
dados de treinamento e teste disponiveis em Saif ef al. (2012b). Finalmente, para o conjunto de
dados Stanford Twitter Sentiment Corpus, foram realizadas amostragens a partir do conjunto de
treinamento original, as quais foram também utilizadas no treinamento, de modo que na fase de

valida¢@o o conjunto de teste considerado foi o0 mesmo disponivel em Go et al. (2009).

2.3.5 Resultados

Foram comparados os resultados dos classificadores de base considerados individualmente
com os resultados providos pelos ensembles propostos. Além disso, foram consideradas dife-
rentes combinagdes de atributos do tipo bag-of-words (BoW), feature hashing (FH) e 1éxicos,
avaliando o potential dos ensembles segundo a acurédcia do seu respectivo modelo de classi-
ficagdo. Os melhores resultados descritos na literatura também sdo reportados para fins de
comparacgao.

A Tabela 2.6 apresenta os resultados das abordagens baseadas em BoW, enquanto a Tabela
2.7 mostra os resultados das abordagens baseadas em atributos do tipo feature hashing. De
acordo com as tabelas, os ensembles proporcionam ganhos de acurdcia em todas as configu-
racoes consideradas. Como esperado, agregadores de classificadores proporcionam ganhos de
qualidade, mas podem originar custos computacionais adicionais. Com isso, € importante lem-
brar que na pratica é comum se testar diferentes classificadores de sentimento para o mesmo

problema e, nesse sentido, custos computacionais adicionais significativos ndo seriam gerados.

2http://www.cs.waikato.ac.nz/ml/weka/
Bhttp://www.csie.ntu.edu.tw/~cjlin/libsvm/
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Conjunto de dados OMD

Método Acc.(%) Classe Positiva Classe Negativa

Precision(%) | Recall(%) | F1(%) Precision(%) | Recall(%) | F1(%)
SVM-BoW 72,25 64,90 55,50 59,80 75,70 82,20 78,80
SVM-BoW+Lex 75,55 68,40 63,90 66,10 79,40 82,40 80,90
RE-BoW 71,04 62,90 54,20 58,20 74,9 81,00 77,80
RF-BoW+Lex 73,82 66,70 59,30 62,80 77,30 82,40 79,80
LR-BoW 70,57 66,90 41,50 51,30 71,70 87,80 78,90
LR-BoW+Lex 73,85 66,10 56,90 61,20 76,40 82,70 79,40
MNB-BoW 72,19 64,00 57,90 60,80 76,30 80,70 78,50
MNB-BoW+Lex 75,97 68,80 65,10 66,90 79,90 82,40 81,20
ENS(LR+RF+MNB+SVM)-BoW 73,14 66,30 56,60 61,10 76,30 82,90 79,50
ENS(LR+RF+MNB)-BoW+Lex 76,81 71,10 63,70 67,20 79,70 84,60 82,10
Melhor resultado na literatura: Hu et al. 76,30 - - - - - -
(2013b)

Conjunto de dados Strict OMD

Método Acc.(%) Classe Positiva Classe Negativa

Precision(%) | Recall(%) | F1(%) Precision(%) | Recall(%) | F1(%)
SVM-BoW 74,02 67,60 60,20 63,70 77,30 82,40 79,80
SVM-BoW+Lex 78,93 73,80 68,90 71,20 81,80 85,10 83,40
RFE-BoW 7391 65,30 66,60 65,90 79,40 78,40 78,90
RF-BoW+Lex 79,36 70,90 77,20 73,90 85,30 80,70 82,90
LR-BoW 72,38 70,60 46,40 56,00 73,00 85,20 79,90
LR-BoW+Lex 78,06 74,50 64,00 68,80 79,80 86,60 83,10
MNB-BoW 75,43 68,70 64,60 66,60 79,20 82,10 80,60
MNB-BoW+Lex 80,13 74,50 72,30 73,40 83,40 84,90 84,10
ENS(LR+RF+MNB)-BoW 75,55 70,20 59,70 64,50 77,50 84,50 80,80
ENS(LR+RF+MNB)-BoW+Lex 80,35 73,50 75,20 74,40 84,70 83,50 84,10
Melhor resultado na literatura: Hu et al. 76,30 - - - - - -
(2013b)

Sanders — Twitter Sentiment Corpus

Método Acc.(%) Classe Positiva Classe Negativa

Precision(%) | Recal(%) | F1(%) Precision(%) | Recal(%) | F1(%)
SVM-BoW 82,43 80,00 83,00 81,50 84,70 82,00 83,30
SVM-BoW+Lex 83,98 81,20 85,40 83,20 86,70 82,70 84,70
RF-BoW 79,24 75,60 81,90 78,60 83,00 76,90 79,80
RF-BoW+Lex 82,35 78,80 84,90 81,80 85,90 80,10 82,90
LR-BoW 77,45 76,40 74,60 75,50 78,30 80,00 79,10
LR-BoW+Lex 79,49 77,20 79,50 78,30 81,60 79,50 80,60
MNB-BoW 79,82 80,10 75,40 717,70 79,60 83,60 81,60
MNB-BoW-+Lex 83,41 82,90 81,10 82,00 83,80 85,50 84,60
ENS(LR+RF+MNB+SVM)-BoW 82,76 80,70 82,80 81,70 84,70 82,70 83,70
ENS(SVM+RF+MNB)-BoW + Lex 84,89 82,10 86,30 84,20 87,50 83,60 85,50
Melhor resultado na literatura: Ziegel- 84,40 - - - - - -
mayer & Schrader (2012)

Melhor amostragem com o conjunto Stanford - Amostragem com 3000 tweets

Método Acc.(%) Classe Positiva Classe Negativa

Precision(%) | Recall(%) | F1(%) Precision(%) | Recall(%) | F1(%)
SVM-BoW 67,41 67,2 69,80 68,50 67,60 65,00 66,30
SVM-BoW+Lex 73,82 72,90 76,90 74,90 74,90 70,60 72,70
RF-BowW 66,57 65,00 73,60 69,10 68,60 59,30 63,60
RF-BoW+Lex 74,37 73,00 78,60 75,70 76,10 70,10 72,90
LR-BoW 64,90 60,00 92,30 72,70 82,30 36,70 50,80
LR-BoW+Lex 76,32 73,20 84,10 78,30 80,70 68,40 74,00
MNB-BoW 71,31 72,10 70,90 71,50 70,60 71,80 71,10
MNB-BoW+Lex 79,39 80,70 78,00 79,30 78,10 80,80 79,40
ENS(LR+RF+MNB)-BoW 72,14 70,50 77,50 73,80 74,20 66,70 70,20
ENS(LR+RF+MNB)-BoW+Lex 81,06 79,70 84,10 81,80 82,60 78,00 80,20
Melhor resultado na literatura: Bakliwal 87,20 - - - - - -
etal. (2012) ‘ ‘ ‘ ‘ ‘

Conjunto de dados HCR

[ Método [ Acc.(%) [ Classe Positiva Classe Negativa

Precision(%) | Recall(%) | F1(%) Precision(%) | Recall(%) | F1(%)
SVM-BoW 73,99 42,00 32,50 36,60 81,00 86,50 83,60
SVM-BoW-+Lex 75,94 47,50 37,00 41,60 82,20 87,70 84,80
RFE-BoW 70,83 34,60 29,20 31,70 79,60 83,40 81,50
RF-BoW+Lex 72,93 38,40 27,90 32,30 79,90 86,50 83,10
LR-BoW 73,83 40,00 26,00 31,50 79,80 88,30 83,80
LR-BoW+Lex 74,73 43,00 27,90 33,90 80,40 88,80 84,40
MNB-BoW 72,48 42,80 55,80 48,50 85,30 77,50 81,20
MNB-BoW-+Lex 75,33 47,40 60,40 53,10 87,00 79,80 83,30
ENS(LR+RF+MNB)-BoW 75,19 44,70 29,90 35,80 80,80 88,80 84,60
ENS(LR+RF+SVM+MNB)-BoW+Lex 76,99 50,50 35,70 41,80 82,20 89,40 85,70
Melhor resultado na literatura: Saif et al. 71,10 53,80 47,20 50,30 84,50 87,60 86,00
(2012b)

Tabela 2.6: Comparacdo entre os resultados fornecidos para a abordagem com bag-of-words
(melhores resultados em negrito). LR, RF e MNB referem-se aos algoritmos de classificacao
regressdo logistica, random forest e naive bayes multinominal, respectivamente. ENS indica a
uso de ensembles, BoW refere-se a bag-of-words, lex refere-se ao uso de 1éxicos e a abreviagao
SVM-BoW-+lex indica um classificador SVM com atributos do tipo bag-of-words e provenien-

tes de 1éxicos. Outras abreviacOes sdo Acc. para acurdcia F1 para a medida F-measure.
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Conjunto de dados OMD

Método Acc.(% Classe Positiva Classe Negativa
Precision(%) Recall(%) F1(%) | Precision(%) Recall(%) F1(%)
SVM-FH 51,10 | 37,90 49,20 42,80 | 63,40 52,30 57,30
SVM-FH+Lex 62,85 | 50,10 57,60 53,60 | 72,40 66,00 69,00
RF-FH 61,39 | 47,10 29,60 36,30 | 65,80 80,30 72,30
RF-FH+Lex 67,37 | 58,50 42,50 49,30 | 70,60 82,10 75,90
LR-FH 63,28 | 61,90 3,70 6,90 63,30 98,70 77,10
LR-FH+Lex 70,57 | 67,00 41,30 51,10 | 71,60 88,00 78,90
MNB-FH 62,54 | 47,20 4,80 8,70 63,10 96,80 76,40
MNB-FH+Lex 70,41 64,40 45,90 53,60 | 72,60 84,90 78,30
ENS(LR+RF+MNB)-FH 64,59 | 39,80 32,00 35,50 | 63,80 71,30 67,40
ENS(LR+RF+MNB)-FH+Lex | 70,62 | 57,70 53,70 55,60 | 73,60 76,70 75,10
Conjunto de dados Strict OMD
Método Acc.(% Classe Positiva Classe Negativa
Precision(%) Recall(%) F1(%) | Precision(%)) Recall(%) F1(%)
SVM-FH 51,31 39,80 55,30 46,30 | 64,20 48,90 55,50
SVM-FH + Lex 62,99 | 51,30 47,00 49,00 | 69,20 72,80 71,00
RF-FH 61,36 | 48,50 31,70 38,30 | 65,60 79,40 71,90
RF-FH+Lex 72,60 | 69,00 50,10 58,10 | 73,90 86,30 79,60
LR-FH 65,29 | 65,30 17,90 28,10 | 65,30 94,20 77,10
LR-FH+Lex 73,03 | 68,10 54,20 60,40 | 75,20 84,50 79,60
MNB-FH 60,70 | 36,20 4,90 8,60 62,00 94,70 75,00
MNB-FH+Lex 71,39 | 66,20 50,10 57,00 | 73,50 84,40 78,60
ENS(LR+RF+MNB)-FH 65,17 | 59,60 23,30 33,50 | 65,90 90,30 76,20
ENS(LR+RF+MNB)-FH+Lex | 74,56 | 70,20 57,10 63,00 | 76,50 85,20 80,60
Sanders — Twitter Sentiment Corpus
Meétodo Acc.(% Classe Positiva Classe Negativa
Precision(%) Recall(%) F1(%) | Precision(%)) Recall(%) F1(%)
SVM-FH 49,75 | 46,30 49,80 48,00 | 53,20 49,70 51,40
SVM-FH+Lex 75,00 | 74,10 71,20 72,60 | 75,70 78,30 77,00
RF-FH 55,64 | 52,10 59,80 55,70 | 59,80 52,00 55,60
RF-FH+Lex 71,63 | 68,00 73,90 70,80 | 75,40 69,70 72,40
LR-FH 56,94 | 54,70 43,50 48,50 | 58,20 68,70 63,00
LR-FH+Lex 7598 | 74,40 73,90 74,10 | 77,40 77,80 77,60
MNB-FH 54,25 | 51,00 45,30 48,00 | 56,50 62,10 59,20
MNB-FH+Lex 75,08 | 73,30 73,20 73,20 | 76,60 76,80 76,70
ENS(LR+RF+MNB)-FH 57,84 | 53,70 49,30 51,40 | 58,80 63,00 60,80
ENS(LR+RF+MNB)-FH+Lex | 76,63 | 75,40 73,20 74,30 | 77,20 79,20 78,20
[ Melhor amostragem com o conjunto Stanford - Amostragem com 3000 tweets ]
Método Acc.(% Classe Positiva Classe Negativa
Precision(%) Recall(%) F1(%) | Precision(%)) Recall(%) F1(%)
SVM-FH 47,63 | 47,50 31,90 38,20 | 47,70 63,80 54,60
SVM-FH+Lex 54,32 | 54,00 66,50 59,60 | 54,80 41,80 47,40
RF-FH 47,63 | 52,50 58,80 55,40 | 51,60 45,20 48,20
RF-FH+Lex 70,47 | 70,40 72,00 71,20 | 70,50 68,90 69,70
LR-FH 55,71 56,20 57,10 56,70 | 55,20 54,20 54,70
LR-FH+Lex 78,55 | 76,60 83,00 79,70 | 80,90 74,00 77,30
MNB-FH 54,32 | 54,50 59,30 56,80 | 54,00 49,20 51,50
MNB-FH+Lex 78,27 | 77,40 80,80 79,00 | 79,30 75,70 77,50
ENS(LR+RF+MNB)-FH 57,38 | 55,30 54,40 54,80 | 53,90 54,80 54,30
ENS(LR+RF+MNB)-FH+Lex | 79,11 | 76,90 78,60 77,70 | 77,50 75,70 76,60
Conjunto de dados HCR
Método Acc.(% Classe Positiva Classe Negativa
Precision(%) Recall(%) F1(%) | Precision(%) Recall(%) F1(%)
SVM-FH 67,22 | 28,40 27,30 27,80 | 78,30 79,30 78,80
SVM-FH+Lex 69,92 | 20,50 10,40 13,80 | 76,50 87,90 81,80
RF-FH 63,16 | 25,10 29,90 27,30 | 77,60 73,20 75,30
RF-FH+Lex 72,48 | 38,70 45,50 41,80 | 82,60 78,30 80,40
LR-FH 67,52 | 26,90 23,40 25,00 | 77,80 80,80 79,30
LR-FH+Lex 77,6 50 17,50 26,00 | 79,20 94,70 86,30
MNB-FH 73,83 | 34,80 10,40 16,00 | 77,70 94,10 85,10
MNB-FH+Lex 75,34 | 46,50 26,00 33,30 | 80,30 91,00 85,30
ENB(LR+RF+MNB)-FH 76,09 27,50 7,10 11,30 77,10 94,30 84,90
ENB(LR+RF+MNB)-FH+Lex | 78,35 | 52,90 29,90 38,20 | 81,30 92,00 86,30

Tabela 2.7: Resultados usando feature hashing (FH) — melhores resultados em negrito.
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2.3. Experimentos

Comparando pares de classificadores com e sem léxicos observa-se que o uso de atributos
derivados de 1éxicos proporcionou melhores resultados em todos os experimentos. Como men-
cionado anteriormente, o 1éxico utilizado foi construido para comentérios de produtos vendidos
on-line (Liu, 2012). Tal 1éxico consiste de palavras informais, informacao tipica encontrada em
tweets. No conjunto de dados Stanford a melhora foi relevante, uma vez que os tweets nesse
conjunto foram coletados a partir de emoticons. Neste tipo de conjunto de dados, ndo ha um
dominio especifico, enquanto que nos outros conjuntos de dados sdo abordados tépicos mais
especificos, tais como tecnologia (Sanders), politica (Strict OMD and OMD) e saude (Conjunto
de dados HCR).

Considerando os resultados com feature hashing (Tabela 2.7), os ensembles reportados nesta
tese apresentaram maiores valores de acurdcia do que os classificadores de base em todos os
conjuntos de dados. Levando em consideracdo a medida F-Measure, foram obtidos os melhores
resultados em 80% dos casos com BoW. Os resultados com o uso de feature hashing sio piores
do que os resultados alcancados com o uso de BoW na maioria das bases de dados, exceto
para o conjunto de dados HCR, no qual os resultados foram melhores com feature hashing
em comparagdo aos resultados apresentados na literatura — incluindo os préprios resultados
com ensembles baseados em BoW reportados nesta tese. Entretanto, como esperado, feature
hashing possibilita uma significante reducdo de dimensionalidade, como mostrado na Tabela
2.8, e ha um importante trade-off entre a acurdcia da classificacdo e a economia em recursos
computacionais. E importante enfatizar que nenhum dos resultados reportados na literatura
fazem uso de técnicas de reducdo de dimensionalidade e, portanto, estritamente ndo podem
ser comparados aos resultados considerando o uso de feature hashing. Como ja mencionado
anteriormente, feature hashing nao havia ainda sido avaliada em conjuntos de dados publicos

para andlise de sentimentos de tweets.

Conjunto de dados # atributos BoW | # atributos FH
Conjunto de dados OMD 1.352 13
Conjunto de dados Strict OMD 759 10
Sanders - Twitter Sentiment Corpus 1.203 23
Stanford Dataset 2.137 21
Conjunto de dados HCR 1.432 10

Tabela 2.8: Numero de atributos usando bag-of-Words e usando feature hashing.

Alguns experimentos adicionais para o conjunto de dados Stanford foram também condu-
zidos. Devido a limita¢cdes computacionais, ndo foram feitos experimentos com o conjunto de
treinamento completo. Para driblar tal limitagdo foram consideradas amostragens aleatdrias ba-
lanceadas com tamanhos variando de 500 a 3.000 tweets. A Figura 2.9 apresenta uma visao
geral dos algoritmos de aprendizagem de méquina considerados no experimento. Note que o
ensemble obtido a partir da BoW e 1éxicos alcangou os melhores resultados. Outro ponto a ser

considerado é que, em contraste com outras abordagens, os valores de acuricia alcancados fo-
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2. Aprendizado Supervisionado

ram obtidos a partir de amostragens pequenas dos dados, enfatizando que tais valores poderiam
ser ainda melhores com um conjunto de treinamento maior. O melhor indice de acurécia re-
portado na literatura para o conjunto de treinamento completo (formado por 1.600.000 tweets)
é 87,20%, enquanto que a acurdcia a partir do ensemble treinado com apenas 0,03% dos dados

(reportados nesta tese) alcangou 81,06% no conjunto de validag¢do proposto em Go et al. (2009).

Ensemble (BoW)

80- Al iR U EE b - A
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7
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60- -~ SVM(BoW)

I I . SVM(BoW + Lex)
1000 2000 3000
Tamanho da amostragem

Figura 2.9: Acurécias a partir de diferentes amostragens do conjunto de treinamento — Stan-
ford.

2.4 Consideracoes Finais

Antes de qualquer consideracdo, é importante ressaltar que os trabalhos encontrados na
literatura (Lin & Kolcz, 2012; Clark & Wicentwoski, 2013; Rodriguez-Penagos et al., 2013;
Hassan et al., 2013; Kanakaraj & Guddeti, 2015; Hagen et al., 2015), com excecao de Lin &
Kolcz (2012) ndo haviam sido publicados quando se deu o inicio da valida¢do e implementagao
da hipotese de pesquisa 1 reportada neste capitulo. Outro ponto a ser enfatizado € que o trabalho
reportado por Lin & Kolcz (2012) ndo fez uso de uma base de dados publica, o que inviabili-
zaria um estudo comparativo. A constatagdo da realizacdo de diversos trabalhos correlatos,
concomitantemente ao trabalho desta tese, evidencia a grande relevancia do tema.

Os resultados mencionados neste capitulo foram publicados em da Silva et al. (2014c,b) e
cumprem o primeiro objetivo desta tese, validando a primeira hipdtese de pesquisa: mostrar
evidéncias de que agregadores de classificadores tém o poder preditivo comparavel ou superior
ao poder preditivo de estratégias de classificacdo tradicionais (single classifier) para anélise de
sentimento em tweets.
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Capitulo

Agregadores de Classificadores e

Agrupadores

A principal motivac¢do para se combinar classificadores e agrupadores provém da idéia de
combinar informag¢des de dados rotulados e nao rotulados, tendo como beneficio as proprieda-
des que tornaram os agregadores de classificadores e de agrupadores ferramentas conceituais
amplamente usadas na pratica. Adicionalmente, outras propriedades desejaveis podem emergir
da combinagdo dessas duas ferramentas. Por exemplo, modelos ndo supervisionados podem
fornecer uma série de restricdes complementares para auxiliar na classificacdo de novos dados
em um conjunto-alvo (Acharya et al., 2014, 2011; Basu et al., 2008). A partir deste ponto
de vista, a premissa subjacente é que objetos similares no conjunto-alvo sdo mais propensos a
compartilharem o mesmo rétulo de classe. Esta premissa € intuitiva e suportada por diferentes
estudos (Gan et al., 2013; Gao et al., 2013; Rahman & Verma, 2013; Duval-Poo et al., 2012;
Soares et al., 2012; Verma & Rahman, 2012; Acharya et al., 2014, 2011).

Diversos trabalhos na literatura t€ém reportado os beneficios de se usar informacdes de da-
dos rotulados e ndo rotulados em aplicacdes de aprendizado de maquina. Fundamentalmente,
resultados de agrupamentos podem ajudar a aumentar a capacidade de generalizacdo de classi-
ficadores (Bousquet et al., 2004), enquanto varios trabalhos que abordam agrupamento super-
visionado (Pedrycz & Vukovich, 2004; Papadimitriou et al., 2001; Timm, 2001) e agrupamento
semissupervisionado (Kulis et al., 2005; Zhu, 2008; Basu et al., 2004) fornecem evidéncias ted-
ricas e praticas sobre as vantagens de se usar a informacdo das classes para agrupar dados. Do
ponto de vista de classificacdo, a idéia de se combinar classificadores e agrupadores tem como
beneficios (Cai et al., 2010, 2009; Gao et al., 2013, 2009): (i) aumentar a qualidade e a robustez
do classificador; e (ii) facilitar a interpretagdo do modelo na medida em que se torna possivel a
identificagdo das relacOes subjacentes entre grupos e classes. Em aplicacdes de fluxos continuos

de dados (data streams), algoritmos de agrupamento de dados sdo tteis para identificar mudan-
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3. Agregadores de Classificadores e Agrupadores

cas de conceito e novas classes ndo previstas no conjunto de treinamento’. Sob este ponto de
vista, a informacdo de grupos pode ser ttil para se projetar métodos de aprendizado que se-
jam “conscientes” das possiveis diferengas entre as distribui¢des dos dados de treinamento e
dos dados do conjunto-alvo (Acharya et al., 2014). Outras aplicagdes envolvem a identificagao
de outliers, evitando a sua associagdo com alguma das classes (Kollios et al., 2003; Miller &
Browning, 2003) e a preocupagdo em tornar o modelo mais interpretavel (Yong et al., 2009; Bai
et al., 2007; Zhang et al., 2005).

A maioria dos trabalhos que se propdem a combinar agrupadores e classificadores, realizam

esta tarefa de maneira sequencial ou simultinea:

e Nas abordagens sequenciais, os dados sdo primeiramente agrupados e posteriormente
classificados a partir da estrutura de grupos obtida. Por exemplo, Setnes & Babuska
(1999) inicialmente usaram o algoritmo Fuzzy C-Means (FCM) (Bezdek, 1981) para in-
duzir grupos e, na sequéncia, uma matriz de relacdo fuzzy — a qual indica as relagdes
entre grupos e classes — € construida para auxiliar na classificacdo de novos objetos.
Cai et al. (2007) aperfeicoaram este algoritmo, tornando-o mais estdvel e capaz de atuar
em conjuntos de dados com distribui¢des ndo necessariamente hiper-esféricas. Li & Ye
(2006) introduziram um algoritmo que se baseia em agrupamento supervisionado para
construir um classificador. Em De Castro et al. (2004) um algoritmo genético para agru-
pamento é combinado com o K-Médias (KM) (MacQueen, 1967) para automaticamente
estimar a localizagdo e o ndmero de funcdes de base radial em uma rede neural RBF.
Embora esses trabalhos indiquem que as tarefas de classificacdo e agrupamento possam
ser complementares, tais abordagens sequenciais nem sempre favorecem a otimalidade
dos dois tipos de aprendizagem (Cai et al., 2009), i.e., na maioria das vezes, a tarefa de
agrupamento apenas auxilia na classificacdo, mas ndo se beneficia desta. Cai et al. (2009)
também argumentam que, por meio do conhecimento das relagdes entre grupos e classes,
pode-se obter classificadores mais interpretdveis e robustos, desta forma motivando o uso

de abordagens simultaneas para se combinar classificadores e agrupadores.

e Buscando combinar um classificador com um agrupador de maneira simultanea, Cai et al.
(2009) introduziram um algoritmo que se baseia na otimizacao de uma tnica fungao ob-
jetivo, projetada para avaliar tanto o classificador quanto o agrupador, de maneira que
se possa alcancar simultaneamente resultados robustos e eficazes para os dois modelos.
Posteriormente, em Cai et al. (2010), esse algoritmo foi estendido para um cendrio de oti-
mizac¢do multi-objetivo, no qual se permite a otimizacao do problema por meio de vérios
critérios (tanto para agrupamento quanto para classificacdo). Para ilustrar a abordagem
proposta, os autores utilizaram duas fungdes objetivo baseadas nos protétipos dos grupos
obtidos pelo algoritmo de agrupamento FCM (taxa de erro de classificacdo e compac-

tacdo/separabilidade entre os grupos). Inspirado por estes trabalhos, Qian ef al. (2012)

'A mudanca de conceito também é conhecida como concept drift, e o surgimento de novas classes envolve a
evolucdo de conceito também chamada de concept evolution (Masud et al., 2013, 2010a,b).
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desenvolveram uma abordagem mais rapida e flexivel. O algoritmo tem garantias de con-

vergéncia e foi generalizado para aprendizado semissupervisionado.

3.1 Combinacao de Classificadores e Agrupadores em ana-

lise de sentimentos

A informacdo oriunda de topicos encontrados em textos tem sido aplicada em diferentes pro-
blemas no cendrio de andlise de sentimentos. Os trabalhos apresentados em Mei et al. (2007);
Jo & Oh (2011); He et al. (2012) propdem o uso de informacdo de topicos para extrair os as-
pectos relacionados ao dominio em questdo e posteriormente classificar o sentimento quanto a
sua polaridade. As fontes textuais sdo provenientes de blogs, comentdrios de filmes e livros.
Para exemplificar a abordagem segundo Mei et al. (2007), considere que o dominio seja Dell
Laptop. Para o dominio considerado, apés a modelagem de tépicos, sdo encontrados os topicos:
(i) relacionado ao aspecto preco e (ii) relacionado ao aspecto bateria. Na sequéncia, os tex-
tos relacionados aos topicos (aspectos) sao classificados quanto ao seu respectivo sentimento,
positivo, negativo ou neutro.

Dentre as principais motivacdes para a combinacdo de classificadores e agrupadores no
contexto de analise de sentimentos estd o fato de que a maior parte dos trabalhos que conside-
ram apenas modelos de classificagdo utilizam somente informacao local proveniente dos tweets
(e.g., 1éxicos, unigramas, bigramas, part-of-speech etc; inferidos na etapa conhecida como en-
genharia de atributos). Tais abordagens ndo consideram a informacgdo global de mais alto nivel
promovida pelos tépicos, ou seja, a informagado gerada pelo agrupamento de rweets. Em particu-
lar, a mesma palavra pode ter polaridades de sentimento controversas em dominios diferentes.
Por exemplo, embora o adjetivo “complexo” na frase “O livro é complexo e emocionante!” pode
ter uma orientacdo positiva em uma resenha do livro, ele também poderia ter uma orientagao
negativa na frase “E dificil usar um celular tdo complexo.” em um texto proveniente de comen-
tarios sobre aparelhos eletronicos. Portanto, é mais adequado analisar topicos e sentimentos
simultaneamente.

No ambito da andlise de sentimentos em tweets, o cendrio em que os dados sdo primeira-
mente agrupados e posteriormente classificados a partir da estrutura de grupos obtida se repete,
e os dois trabalhos existentes na literatura (Si et al., 2013; Xiang & Zhou, 2014) presumem
o agrupamento dos dados como uma tarefa de “pré-processamento”, uma vez que sé apds a
realizacdo desta € feita classificacdo de sentimentos.

Si et al. (2013) emprega uma extensdo ndo paramétrica de um modelo de tépicos descrito
em Teh et al. (2006) para estimar o niimero de topicos em um um conjunto de tweets (streaming
snapshot) extraido diariamente. Na sequéncia, é construido um classificador de sentimentos
para os topicos inferidos diariamente pelo modelo de topicos.

Em Xiang & Zhou (2014), uma abordagem semissupervisionada baseada em topicos € usada
para andlise de sentimentos em tweets. Os autores propdem construir um modelo de tépicos

nos dados rotulados. A informacdo de tépicos € obtida a partir da implementacao do principal
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modelo de tépicos da literatura, conhecido como Latent Dirichlet Allocation (LDA) e proposto
em Blei ef al. (2003). A partir dos topicos obtidos, um modelo de sentimentos especifico €
construido em cada grupo encontrado. A Figura 3.1 sumariza esta abordagem. Primeiramente,
um classificador € inferido a partir dos tweets rotulados. Na sequencia, tal modelo € usado para
estimar as probabilidades de classe dos fweets ndo rotulados (este passo ocorre somente uma
vez). Procede-se entdo com o passo 4, no qual um subconjunto de tweets com probabilidade
de classe maior que um threshold é selecionado. Estes tweets sdo entdo incluidos no conjunto
de tweets rotulados. No passo 5, os tweets rotulados sdo usados para construir um modelo de
topicos, a partir do qual serdo obtidas distribuicdes de topicos que serdo armazenadas para cada
tweet. Por fim, um agrupamento baseado na distribuicdo de tépicos € inferido e um modelo de

sentimentos particular € treinado para cada grupo.

Modelagem de topicos
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Figura 3.1: Abordagem de andlise de sentimentos que usa informac¢do de tépicos como pré-
processamento para a etapa de classificacdo (Xiang & Zhou, 2014).
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3.2. O Algoritmo C’E

Os trabalhos de Acharya et al. (2014, 2011) e Gao et al. (2009) propdem combinar diferentes
classificadores e diferentes agrupadores para lidar com o problema de classificagdo de dados.
Em particular o algoritmo, ja existente, C°E (Consensus between Classification and Cluste-
ring Ensembles) (Acharya et al., 2014, 2011) aplicado em diversos dominios e com resultados
promissores nos mesmos € objeto de estudo no cendrio de analise de sentimentos em tweets
nesta tese. Tal algoritmo classifica novos dados a partir da combinacdo de dois modelos: um
resultante de um modelo de classificacdo obtido com um agregador de vérios classificadores
(Capitulo 2) e outro resultante da agregacao de agrupadores. Combinar um classificador com
um agrupador de maneira simultinea € o foco deste Capitulo. Tal algoritmo é descrito mais

detalhadamente a seguir.

3.2 O Algoritmo C3E

A abordagem do algoritmo C’E (Consensus between Classification and Clustering Ensem-
bles) (Acharya et al., 2014, 2011) para agregar classificadores e agrupadores gerando uma clas-
sificacdo consolidada dos dados € ilustrada na Figura 3.2. Em resumo, este algoritmo recebe
como entradas uma distribui¢do de probabilidades de classes, {7r;}"_;, e uma matriz de simila-
ridades, S, referentes aos objetos de um conjunto-alvo, X = {x;}!" |, que se deseja classificar.
ApOs processar estas entradas, o algoritmo fornece como resultado um conjunto de vetores
{yi}, correspondentes as estimativas (refinadas) das probabilidades de classes a posteriori

para cada objeto de X', ou seja, y; = p(C' | x;).

a e | (definidos
pelo usuario)

Classificagdo pelo uso de Refinamentos realizados na tarefa
um unico classificador ou , de classificagéo via tarefa de
ensemble de classificadores | agrupamento
i
I
[
: i
conjunto de I
[
tweets de :
treinamento : parémetros
i
I
[
[
I
[

distribuicao de

tweets a serem probabilidade:{r; }
classificados: % Classificador / » C3E-SL > {Y=p(C|X}

(X}

Distribuigbes

agregador (ensemble)
de agrupamentos

Figura 3.2: Visdo geral do algoritmo C°E (Acharya et al., 2014, 2011).
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3. Agregadores de Classificadores e Agrupadores

Mais formalmente, considere que 71 (r; > 1) classificadores, indexados por ¢, e 1y (12 > 1)
agrupadores, indexados por ¢y, sdo empregados para obter uma classificagdo consolidada dos
objetos do conjunto-alvo. Os seguintes passos (I — III) sumarizam a abordagem proposta em
(Acharya et al., 2014, 2011) — os passos I e II podem ser vistos como passos preliminares
para se obter as entradas (inputs) para o algoritmo C’E, enquanto o passo III se constitui no

algoritmo de otimizacao propriamente dito.

Passo I - Obter entradas do C°E a partir da agregacio de classificadores: a saida (output)

de um classificador, ¢;, para o objeto x; € X € um vetor c-dimensional que captura a
(1)

distribui¢@o de probabilidades de classes 7r;”"’. Mais especificamente, este vetor denota

as probabilidades atribuidas a cada uma das classes de um dado problema. Tais proba-
bilidades podem refletir tanto atribui¢des rigidas de classes (caso especifico no qual os

vetores sdao formados por valores bindrios) ou suaves (caso geral). A partir do conjunto

T1

de tais vetores, {ﬂ'gql)}ql:l,

um vetor médio pode ser computado para cada objeto x; do

conjunto-alvo:

1 & @)
;= — L 3.1
™ - E ™, (3.1

=1

Passo II - Obter entradas do C’E a partir da agregacdo de agrupadores: apds a execu-
¢ao dos agrupadores, ry particdes dos dados do conjunto-alvo estdo disponiveis para se

construir uma matriz de similaridades (co-associacdo) S.

(q2)

Dada uma dessas particdes, (rigida) com n objetos, uma matriz bindria e simétrica, S, %,

(42)
)
igual a 0 caso contrdrio — pode ser obtida’>. Em outras palavras, dado que a g,-ésima

— com o elemento s;;-’ sendo igual a 1 se os objetos 7 € j estdo no mesmo grupo e
particio possui k(%) grupos, o resultado desse agrupamento pode ser denotado por um
vetor de rétulos M%) ¢ 7, e os elementos da respectiva matriz bindria, Sla2) podem ser
computados da seguinte forma:

S _ 1 (i,j) € Cy(A®) paraalgum g € {1,2, ..., k(®)}

. (3.2)
* 0 caso contrario. ’

onde Cg()\((p)) € 0 g-€simo grupo na g¢o-€sima particdo. A partir da média de todas as o
matrizes — cada uma delas produzida a partir de um componente do agregador — uma

matriz de similaridades pode ser computada:

1 &
- (q2)
S=— ) s, (33)

q2=1

2Uma matriz de similaridades pode também ser definida para parti¢des suaves (soff) ou probabilisticas — e.g.,
Punera & Ghosh (2008).
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3.2. O Algoritmo C’E

Passo III - Obter resultados de classificacio consolidados a partir do C>E: ap6s definir as
entradas para o C°E ({m;}"_, e S), o problema de se combinar classificadores e agrupa-
dores pode ser formulado como um problema de otimizacdo cujo objetivo é minimizar .J
na Equag@o (3.4) com relag@o ao conjunto de vetores de probabilidades {y;}? ,, no qual
y; € a estimativa refinada da distribuicdo de probabilidades de classes a posteriori para

um determinado objeto de X':
1 ) 1 ,
ieX (i,)eX

Mantendo {y;}7_; \ {y:} fixos, é possivel minimizar J na Equagdo (3.4) para todo y;,

fazendo:

aJ
=0. 35
3y, (3.5)
Considerando a propriedade de simetria da matriz de similaridades S e observando que

lxliz _ 2x, obtém-se:

ox
™+ Z Sijyj
J#i
Yi = : (3.6)
14 Z Sij
J#i
onde o/ = 2« € usado por conveniéncia matematica. A equacdo (3.6) pode ser computada

iterativamente, para todoi € {1,2, ..., n}, até um nimero maximo de itera¢des (I), ao passo que
também sdo obtidas as distribuicao de probabilidades de classes a posteriori para as instancias
em X.

3.2.1 Estimando os parimetros do C°E

Os parametros definidos pelo usudrio em C°E, « e I, podem ser estimados por meio do
algoritmo Dynamic Differential Evolution (D*E) proposto em Coletta et al. (2015b), o qual
estende o algoritmo DE (Storn & Price, 1997; Price, 1996) realizando a amostragem de seus
parametros, I’ ¢ C'r, quando, em duas geragdes consecutivas, ndo ocorrerem mudangas no

fitness médio da populacdo corrente. Para isso, o algoritmo D?E utiliza a seguinte regra:

<ds,dy>, i (fo=fa
CF Crogn— 3, d4 (fa=fa-1) 3.7)

<F,Cr>qg, caso contrario
onde d3 € [0.1,1], dy € [0, 1] sdo valores aleatoriamente amostrados a partir de uma distribui-
¢do uniforme, fg e fo_; representam o fitness médio da populacio nas geracdes G and G — 1,
respectivamente. O algoritmo se inicia com parametros de controle fornecidos pelo usudrio
(e.g., populagdo inicial — number of parents — Np = 20, weighting factor F' = 0,5 e crosso-

ver constant Cr = 0,9). O D?E, entio, permite que F' e C'r assumam novos valores caso nao
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ocorram melhorias em duas iteracdes subsequentes. Esta ideia evita minimos locais (com valo-
res suficientemente altos de F' e/ou C'r), bem como pode-se enfatizar busca local (com valores
suficientemente baixos de F' e/ou Cr). Esta dindmica minimiza o impacto dos valores iniciais
(definidos pelo usudrio) tanto para F, como para C'r. Em outras palavras, esta adaptagdo per-
mite uma boa relacdo entre exploracdo global e local, tornando o algoritmo mais robusto aos
valores iniciais de seus parametros de controle. D?E € baseado na estratégia “DE/best/2/bin”
(Price, 1996) e comeca com Np = 20, F' = 0,25, e Cr = 0,25.

Para otimizar os parametros do C*E-SL, o D?E busca a minimizacdo do erro de classificagcio
apresentado pelo algoritmo no conjunto de validagdo pela combinagdo de diferentes valores de
a = {0,0.001,0.002, ...,0.15} e I = {1,2,...,10}. Na sequencia, C?E-SL com a* ¢ I* pode

ser usado para classificar novos tweets no conjunto de teste (target/test set).

3.3 Experimentos

Experimentos foram conduzidos a fim de avaliar as melhorias alcangadas quando um clas-
sificador SVM €é combinado com um ensemble de agrupadores por meio do algoritmo C*E-SL
(descrito na Se¢do 3.2). Comparacdes foram feitas considerando o classificador SVM e suas
saidas refinadas pelo algoritmo C*E-SL. Adicionalmente, para efeitos de comparagdo, os me-
lhores resultados de classifica¢ao relatados na literatura sdo também apresentados.

Para os experimentos realizados foram utilizados os conjuntos de tweets Sanders, Stan-
ford, Debate Obama-McCain e Reforma da Saude (Health Care Reform). Estes sdo conjuntos
representativos, obtidos a partir de diferentes assuntos e disponiveis na literatura correlata (Has-
san Saif & Alani, 2013). Tais conjuntos de dados foram descritos em detalhes na secdo 2.3.3.
O pré-processamento também foi feito de acordo com os passos j4 mencionados no Capitulo 2
e o leitor interessado pode recorrer a0 mesmo para uma maior explicacao.

Delimitando o cendrio experimental, nesta fase de estudo foram escolhidas as melhores
configuracdes de atributos — no caso a combinagdo de bag-of-words e 1éxicos — bem como o

algoritmo de classificagdo SVM a partir dos experimentos realizados no capitulo anterior.

3.3.1 SVM e a configuracao do ensemble de agrupadores

Por simplicidade e com o objetivo de oferecer uma prova de conceito, os resultados repor-
tados neste capitulo foram alcancados usando um ensemble formado por um unico componente
— SVM nao linear com kernel RBF. Os parametros para o kernel RBF, C' e ~, foram estimados
por grid-search no conjunto de treinamento de acordo com Hsu et al. (2010). Para o compo-
nente de agrupamento, foi construido uma matriz de similaridade a partir de cinco particdes
induzidas pelo uso do algoritmo de agrupamento K-Medoids (Kaufman & Rousseeuw, 1987)
com similaridade cosseno. Baseado em Kuncheva et al. (2006) e Kuncheva & Hadjitodorov
(2004), cada particdo possui um valor especifico para o nimero de grupos k£ = {2,3,5,6,8}.

Estes valores foram aleatoriamente selecionados e fixados em todos os conjuntos de dados.
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3.3.2 Otimizacio dos parametros do algoritmo C3E-SL

A otimizacdo dos parAmetros do algoritmo C3E-SL, o and I, tem por objetivo maximizar
a acurécia da classificacdo. Procura-se entdo por um par de valores 6timos (o™ and [*). Para
estimar estes valores, foi empregado o algoritmo D?E (abordado na Sec¢do 3.2.1).

O procedimento adotado envolve trés conjuntos de dados distintos: treinamento, validagao
e teste (Witten & Frank, 2005). O conjunto de teste (com instancias a serem classificadas) nao
¢ utilizado no processo de construcdo do ensemble de classificadores — i.e., ele € um conjunto
de tweets independente ndo usado para otimizar nenhum parametro do algoritmo. Desta forma,
como usual, e em conformidade com aplicacOes reais (em classificacao de tweets), somente 0s
conjuntos de treinamento e validagio sio usados para otimizar os parametros de C*E-SL. Neste
Capitulo, o conjunto de valida¢do é formado por metade do conjunto de treinamento disponivel.
Com isso, primeiramente um modelo de classificagdo a partir do SVM € construido com 50%
do conjunto de treinamento. Entdo, D?E estima o* e I*, minimizando o erro de classifica¢do no
conjunto de validagio (formado com os outros 50% do conjunto de treinamento disponivel), no
qual o ensemble de agrupadores foi induzido. Na sequencia, os valores estimados dos parame-
tros, a* e I*, sdo finalmente empregados para avaliar a acuracia no conjunto de teste, no qual
novamente e como uma requisi¢io do C*E-SL, um ensemble de agrupadores similar ao que foi
construido para o conjunto de validacdo deve ser induzido.

Para o conjunto de dados Health Care Reform (Saif et al., 2012b) e Stanford (Go et al.,
2009), os resultados foram obtidos a partir de 10 execu¢des do mesmo conjunto de treinamento
e teste. Em particular, para o conjunto Stanford (Go et al., 2009), diferentes conjuntos de trei-
namento (com diferentes tamanhos) a partir do conjunto de treinamento original foram amos-
trados. Para os conjuntos de dados Obama-McCain Debate (OMD) e Sanders, os resultados
também foram obtidos a partir de 10 execucdes, mas considerando 2x5 cross-validation (vali-
dacdo cruzada) (Witten & Frank, 2005).

3.3.3 Resultados

A Tabela 3.1 mostra os resultados alcangados com o algoritmo SVM e seus refinamentos
pelo uso do algoritmo C3E-SL em cada conjunto de dados. Os melhores resultados na literatura
também sdo reportados. O F-Score (F1) também foi mostrado devido ao desbalanceamento
dos dados. Pode-se observar que a combinacdo de um classificador com agrupadores, como
feito pelo algoritmo C3E-SL, apresenta resultados competitivos em comparag¢do com o uso do
classificador SVM, o qual é considerado um dos classificadores mais utilizados no estado da
arte de andlise de sentimentos em tweets (TSA), conforme mencionado no Capitulo 2.

Para o conjunto de dados HCR, o C3E-SL apresentou relevante melhora em relacdo aos
resultados apresentados pelo algoritmo SVM. Além disso, apresentou melhores resultados se
comparados aos reportados na literatura (Speriosu et al., 2011; Saif et al., 2012b).

Para os conjuntos de dados OMD e Sanders, é possivel observar melhoras suaves, proximas

dos resultados apresentados na literatura (Hu er al., 2013b; Saif et al., 2012b; Ziegelmayer
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Conjunto de dados Acuriacia (%) | F1 - Classe Positiva (%) | F1 - Classe Negativa (%)
SVM \ C®E-SL | SVM \ C3E-SL SVM \ C3E-SL
Health Care Reform (HCR) | 7429 | 79,62 | 43,56 | 32,13 83,35 | 88,00
Literatura (Speriosu et al., 71,20 50,30 86,00
2011; Saif et al., 2012b)
Obama-McCain Debate 75,15 75,18 80,14 80,58 67,24 64,24
(OMD)
Literatura (Hu et al., 2013b; 76,30 70,30 85,40
Saif et al., 2012b)
Sanders 82,11 [ 82,15 [8043 [ 80,80 83,48 | 8327
Literatura (Ziegelmayer & 84,40 - -
Schrader, 2012)
Stanford - treinado com 500 | 74,65 77,69 74,65 77,33 74,65 78,02
tweets

Stanford - treinado com 77,72 79,69 77,40 80,21 78,02 79,13
1.000 tweets

Stanford - treinado com 78,83 77,80 79,79 80,92 71,78 73,46
2.000 tweets

Stanford - treinado com 79,39 81,84 79,56 82,36 79,21 81,27
3.000 tweets

Literatura (Bakliwal et al., 87,20* 82,50* 85,30*

2012; Saif et al., 2012b)

* Usando o conjunto todo como conjunto de treinamento — 1.e., 1,6 milhdes tweets.

Tabela 3.1: Acurécia na Classificacio (%) e F-Scores (%) obtidos usando SVM e C3E-SL em
cada base de dados. Para o conjunto de dados Stanford, foram amostrados conjuntos de treina-
mentos de diferentes tamanhos (melhores resultados em negrito). Para efeitos de comparacao,
os melhores resultados de classificacdo relatados na literatura sdo também apresentados.

& Schrader, 2012). Considerando a classe positiva e a medida F1 para a base de dados OMD,
C3E-SL alcangou melhor resultado (80,58%) do que o melhor resultado encontrado na literatura
(70,30%).

Para o conjunto de dados Stanford, foram realizados experimentos em quatro conjuntos
diferentes de treinamento (amostrados com 500, 1.000, 2.000 e 3.000 conjuntos de tweets ba-
lanceados a partir do conjunto de treinamento original). Os refinamentos providos pelo C3E-SL
evidenciaram melhores resultados do que com o uso do classificador SVM em todos estes ce-
nérios (exceto para o conjunto de treinamento com 2.000 tweets). C3E-SL também mostrou
resultados competitivos se comparados aos trabalhos apresentados na literatura. Entretanto, é
importante enfatizar que os resultados reportados em Bakliwal et al. (2012); Saif et al. (2012b)
foram obtidos a partir do conjunto de treinamento completo (com 1,6 milhdes de tweets). Sendo
assim, os resultados sdo muito encorajadores, sugerindo que o algoritmo C*E-SL € promissor

para andlise de sentimentos.

Os trabalhos relacionados utilizam de mais informacdes oriundas da estrutura da rede social
(Speriosu et al., 2011; Saif et al., 2012b), recursos linguisticos incorporados com o auxilio de
especialistas e correlacdes entre conceitos semanticos e sentimentos (Saif et al., 2012b), bem
como a necessidade de bases gigantescas de treinamento (Bakliwal er al., 2012; Saif et al.,
2012b) para a apuracdo de indices razodveis de acurdcia. Com base nestes apontamentos €

importante mencionar a importancia dos resultados obtidos com o C3E-SL, uma vez que para
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tanto apenas atributos do tipo unigramas, bem como léxicos de propdsito geral foram utilizados.
Tendo em vista uma comparagio justa entre apenas os algoritmos SVM e C*E-SL, o algoritmo
objeto de validagio, C*E-SL ganhou em 85,00% dos testes realizados, considerando as métricas
acurdcia e F1 para a classe positiva. Considerando o F1 para a classe negativa o ganho do
algoritmo C3E-SL também € relevante, uma vez que em 57,15% dos casos 0 mesmo supera o
algoritmo SVM.

3.4 Consideracoes Finais

A agregacdo de classificadores e agrupadores tem como motivagdo as diversas vantagens
inerentes a cada um desses modelos (Acharya et al., 2014, 2011; Cai et al., 2009; Gao et al.,
2009), e, em geral, os dados sdo primeiramente agrupados e posteriormente classificados a par-
tir da estrutura de grupos obtida. Em andlise de sentimentos este cendrio se repete, uma vez
que o agrupamento € realizado somente como uma estratégia de pré-processamento (Xiang &
Zhou, 2014). Realizar essas duas tarefas (a agregacdo de classificadores e agrupadores) simul-
taneamente traz como vantagem a possibilidade dos modelos ndo supervisionados aumentarem
a precisdo e a capacidade de generalizagio dos classificadores. Baseado nisso, o algoritmo C°E,
proposto por Acharya et al. (2014, 2011) foi aplicado a anélise de sentimentos em fweets nesta
tese com o objetivo de comprovar os beneficios que ja vém sendo evidenciados em outras apli-
cacdes, ou seja, que a agregacao de classificadores e agrupadores, feita de forma simultanea, de
fato contribui para a obtencdo de uma classificacdo consolidada dos dados a partir da combi-
nacdo de dois modelos: um modelo resultante da agregacao de classificadores (Oza & Tumer,
2008; Kuncheva, 2004) e outro resultante da agregacdo de agrupadores (Acharya et al., 2011;
Ghaemi et al., 2009).

Os resultados mencionados neste Capitulo evidenciam a veracidade e validade da segunda
hipdtese de pesquisa, i.e., € verdade que o conhecimento inferido no conjunto-alvo ao fazer uso
de um agrupador de dados permite refinar o modelo de classificacdo de sentimentos inferido
no conjunto de treinamento, fornecendo resultados competitivos ou superiores aos resultados
inferidos a partir de classificadores derivados apenas de fontes de informagdes supervisionadas.

Tais resultados foram publicados em da Silva et al. (2014a).
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Capitulo

Aprendizado semissupervisionado

agregando classificadores e agrupadores

No aprendizado supervisionado, considera-se que o conjunto de treinamento contém ape-
nas objetos rotulados. Deste modo, os objetos podem ser vistos como tuplas < x!, C? >
que relacionam a /-ésima classe com o i-ésimo objeto do conjunto de treinamento X7. A
tarefa de classificacdo, entdo, tem como objetivo realizar a predicao da classe de novos ob-
jetos (ndo rotulados). Em outras palavras, busca-se inferir uma fung¢do f de tal forma que
{<xF Ci>i=1,..,N;{=1,...,c} — f,aqual espera-se ser apropriada para rotular objetos
ndo observados. O algoritmo C*E-SL (apresentado na Sessdo 3.2) tem sido usado para induzir
(refinar) modelos supervisionados. Entretanto, na pratica, pode-se encontrar obsticulos para
este tipo de aprendizagem. Em muitas aplicagdes reais (e.g. andlise de sentimentos em fweets),
embora seja relativamente facil adquirir dados nao rotulados, o esfor¢o de rotulagdo € tipica-
mente caro. Este fato motivou o surgimento do que se convencionou a chamar de aprendizado
semissupervisionado (Goldberg, 2010; Zhu & Goldberg, 2009; Chapelle et al., 2006).

No aprendizado semissupervisionado, presume-se que o conjunto de treinamento possui,
além de objetos rotulados, também objetos que ndo estdo rotulados (sendo estes dltimos co-
mumente em maior quantidade). Este tipo de aprendizado pode ser definido como indutivo ou

transdutivo:

Caso Indutivo: busca-se predizer a classe de novos objetos, como € feito normalmente em
aprendizado supervisionado, porém presumindo-se que se dispde também dos objetos ndo
rotulados {XZT, i = N+1, ..., U} no conjunto de treinamento. O problema consiste, entdo,
em inferir uma fungdo f de tal forma que {<x?,Ci>,i=1,...,N;{=1,...,c}U{x],i =
N+1,.,U}— f.

Caso Transdutivo: objetiva-se apenas predizer a classe dos objetos ndo rotulados no préprio
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conjunto de treinamento de tal forma que {<x!, Ci> i =1,...N;{ =1, ..., c}U{x} i =
N+1,., U= {Cl,i=N+1,..,U}.

A partir da formalizacdo apresentada, este capitulo introduz uma extensdao do algoritmo
C3E-SL para o contexto semissupervisionado indutivo, com foco em andlise de sentimentos em
tweets. Dados ndo rotulados sio fontes de conhecimento pouco exploradas neste cendrio, e dada
a sua imensa disponibilidade, possuem grande potencial de agregar valor as tradicionais formas
de classifica¢do supervisionada.

A abordagem semissupervisionada (SSL) desenvolvida estende o estudo apresentado no Ca-
pitulo 3, no qual a combinacao de classificadores e agrupadores foi usada para classificar tweets
de maneira supervisionada. Esta extensdo utiliza o algoritmo C3E-SL para combinar maquinas
de vetores de suporte (Support Vector Machines — SVMs (Cortes & Vapnik, 1995; Boser et al.,
1992)) com a informacdo de similaridades entre tweets de um conjunto alvo que se deseja clas-
sificar. Neste contexto, 0 C®E-SL se torna parte de um processo iterativo de self-training (Zhu
& Goldberg, 2009), no qual predi¢cdes mais confidveis aprimoram o modelo de classificagao
final. Visto que esta ideia atua com uma quantidade relativamente pequena de dados rotula-
dos, o classificador gerado € especialmente ttil para a classificacdo de tweets. Em particular, o
experimento ilustrativo da Se¢@o 4.1.3 mostra como a informagao nfo supervisionada do C3E-
SL auxilia também na aprendizagem semissupervisionada. Experimentos comparativos mais

elaborados sao reportados e discutidos a partir da Se¢ao 4.2.

4.1 Abordagens para Aprendizado Semissupervisionado

Aprendizado semissupervisionado (SSL) situa-se em um meio termo entre aprendizado su-
pervisionado e nao supervisionado, uma vez que se aproveita tanto de dados rotulados quanto
nao rotulados para induzir modelos preditivos (Goldberg, 2010). Neste contexto, Nigam et al.
(2000) projetaram um modelo generativo que utiliza o algoritmo Expectation-Maximization
(EM) (Dempster et al., 1977) para gerar misturas de Gaussianas a partir de dados ndo rotulados.
Estas distribui¢des compensam a falta de conhecimento a priori e ajudam a melhorar a capaci-
dade de generalizacdo do modelo. Semelhantemente, modelos discriminativos tém sido também
estendidos para o contexto semissupervisionado. Por exemplo, e como uma extensdo das ma-
quinas de vetores de suporte (Cortes & Vapnik, 1995; Boser et al., 1992), Semi-Supervised
SVMs (S3VMs) encontram uma fronteira de mdxima margem usando dados rotulados e nao
rotulados (Xu et al., 2008; Sindhwani & Keerthi, 2006; Joachims, 1999b,a).

A teoria dos grafos também tem ajudado a modelar aprendizado semissupervisionado. Va-
rios estudos da literatura t€ém representado objetos rotulados e ndo rotulados como sendo vérti-
ces de um grafo (Zhu, 2005; Belkin et al., 2004; Zhou et al., 2004; Zhu et al., 2003a; Jaakkola
& Szummer, 2002; Blum & Chawla, 2001). Arestas (com pesos) sdo, entdo, usadas para definir
as similaridades entre pares de vértices. A partir desta representacdo, algoritmos basicamente
propagam a informacao de vértices rotulados para os demais vértices (assumindo-se suavidade

na propagac¢do) até que algum critério de convergéncia seja alcancado. Espera-se que, neste pro-
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cesso, dois objetos similares possam (até certo ponto) compartilhar o mesmo rétulo de classe.
Infelizmente, a maioria dos algoritmos baseados em grafos possuem ordem de complexidade
computacional ctiibica com o nimero de objetos, tornando a aplica¢do limitada a pequenas bases
de dados (Zhu, 2005).

Modelos semissupervisionados também sdo reproduzidos como um processo iterativo que
pode ter como base componentes supervisionados. Blum & Mitchell (1998), por exemplo, uti-
lizam dois componentes supervisionados que “ensinam” cada um o outro de forma iterativa.
Estes componentes operam em diferentes espacos de atributos, fazendo uma analogia as dife-
rentes visoes que se podem ter dos dados. Os objetos com maior confianga nas predi¢des de cada
um dos componentes sio incorporados no conjunto de dados rotulados (o qual, entdo, é usado
para retreinar os componentes). Este processo, denominado de co-training, tem sido estudado
e melhorado por inimeros autores (Wang & Zhou, 2010; Zhou & Li, 2005). Com ideia similar,
algoritmos de self-training (Scudder, 1965) — usam predi¢des de um tnico componente super-
visionado para melhorar o modelo. A aprendizagem se inicia com um classificador treinado a
partir de (poucos) dados rotulados. A cada iterac@o, apds a predicdo de novos dados, promove-
se para o conjunto de dados rotulados os objetos para os quais ha grande confianga sobre as
estimativas dos rétulos de classe. A partir disso, o classificador € reconstruido e usado para
classificar novos dados numa préxima iteracdo. Esta prética funciona bem se os objetos pro-
movidos estdo atrelados aos rétulos de classes corretas (Zhu & Goldberg, 2009). Além disso,
self-training se destaca por ser uma abordagem bem flexivel, na qual praticamente qualquer

algoritmo (supervisionado) pode ser usado como componente.

4.1.1 Aprendizado semissupervisionado aplicado a analise de sentimentos

Tipicamente, em andlise de sentimentos em tweets, os algoritmos para aprendizado semis-
supervisionado sdo baseados em: grafos (Tan et al., 2011; Pozzi et al., 2013; Johnson et al.,
2011), self-training (Becker et al., 2013; Hong et al., 2014; Baugh, 2013; Drury et al., 2011),
co-training (Wan, 2009; Li et al., 2011; Yu, 2014; Liu et al., 2013b) e tépicos (Xiang & Zhou,
2014).

SSL baseado em grafos

De modo geral, os métodos de classificagdo de sentimentos semissupervisionados baseados
em grafos utilizam de informacdes da rede social (tais como conexdes entre seus usudrios) para
propagar conhecimento ao longo do grafo que representa a rede social.

Tan et al. (2011) propdem como escopo de trabalho a andlise de sentimentos de cada usua-
rio, uma tarefa em que a opinido global do usudrio € determinada com base em uma colecdo de
tweets postados por ele em um periodo de tempo e também nas conexdes da rede de usudrios
a qual o mesmo pertence. E pressuposto pelos autores a existéncia de um tépico de interesse e
um grafo, no qual uma proporg¢ao relativamente pequena de usudrios ja tenham sido rotulados
com suas respetivas opinides. A tarefa € predizer os rétulos de classe para os usuérios ndo rotu-

lados do grafo em questdo. A principal motivacao apresentada pelos autores € que os usuarios
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que estdo de alguma forma "conectados"podem ser mais propensos a ter opinides semelhantes
(principio da homofilia) (Lazarsfeld & Merton, 1954; McPherson et al., 2001; Thelwall, 2010).
Sendo assim, informagdes de relacionamento podem complementar o que € extraido a partir das
fontes textuais providas pelos usudrios. Observe que o problema tratado nesta tese € o de obter
a opinido para cada tweet € ndo o de inferir a polaridade do usudrio em relagdo a um tépico
como o tratado pelos autores mencionados.

Pozzi et al. (2013) argumentam que apesar de as relacdes sociais desempenharem um pa-
pel importante em andlise de sentimentos em microblogs, considerar as conexdes de amizade é
uma estratégia fraca para modelagem da homofilia, uma vez que dois amigos podem ndao com-
partilhar a mesma opinido sobre um determinado topico. Por esta razdo, os autores propdem
modelar a classificacdo da polaridade do usudrio através da integracdo de contetidos textuais e
das relagdes de aprovagdo (por exemplo, o botdo curtir ou like no Facebook e a op¢ao retweet
no Twitter), com o objetivo de melhor representar o principio da homofilia. Assim como no tra-
balho de Tan et al. (2011), o objetivo do trabalho proposto por Pozzi et al. (2013) € o de inferir
a polaridade do usudrio em relacdo a um tépico e nao o de obter a opinido para cada tweet.

Jiliang et al. (2015) propdem uma abordagem semissupervisionada cuja rede é construida
com base em um léxico, em tweets rotulados e nao rotulados, além de teorias sociais, como o
contdgio emocional (Hatfield et al., 1993) e a consisténcia dos sentimentos (Abelson, 1983). A
motivacao, segundo os autores, € que um tweet tem a probabilidade de ser positivo se ele contém
muitas palavras com sentimento positivo, e se ele estd conectado a outros tweets (conectados por
retweets, por exemplo) que também possuem a classe de sentimento positivo. Analogamente,
uma palavra provavelmente possui um sentimento positivo se ela estd associada com um certo
nimero de tweets com sentimento positivo também, além de se correlacionar com outras pala-
vras que possuem ja associado o rétulo de sentimento positivo. Este raciocinio também pode ser
aplicado a outras classes de sentimento, como negativo e neutro. Os autores denominam este
fendmeno de refor¢co mituo entre os sentimentos dos tweets e das palavras que o compdem, € 0

processo de propagacgdo € baseado neste conceito (ver Figura 4.1).

léxicos palavras

emoticons tweets

Figura 4.1: Adaptada de Jiliang et al. (2015)

O trabalho de Matsuno et al. (2015) realiza a andlise de sentimentos com granularidade de

aspectos (esta tarefa foi apresentada na secdo 1.1) e utiliza o aprendizado semissupervisionado
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tanto para a classificacdo de aspectos quanto para a classificacdo de sentimentos do aspecto
em questdo. Os autores propdem o framework denominado ASPHN (Aspect-Based Sentiment
Propagation on Heterogeneous Networks), em que sdo integrados varios tipos de informacdes
como vértices em uma Unica rede: atributos linguisticos, atributos candidatos a aspectos, atri-
butos gramaticais, dentre outros. O aprendizado € baseado na propagacdo da informacao de
exemplos rotulados por meio das relacdes topoldgicas entre os vértices. Os autores aplicaram o

método em tweets cujos topicos sao relacionados a restaurantes e laptops.

SSL baseado em self-training

O self-training é uma das abordagens semissupervisionadas mais aplicadas a andlise de
sentimentos em tweets (Zimmermann et al., 2014; Becker et al., 2013; Baugh, 2013; Yu, 2013;
He & Zhou, 2011; Drury et al., 2011; Qiu et al., 2009).

Becker et al. (2013) propdem o framework denominado AVAYA, o qual foi aplicado a andlise
de sentimentos em fweets com granularidade de aspectos e de documento. Os autores avalia-
ram sua abordagem em uma competi¢ao conhecida como SemEval (Nakov et al., 2013), a qual
prové um conjunto de dados de treinamento e alguns conjuntos de testes, que s@o distribuidos a
todos os participantes do evento. De posse dos mesmos conjuntos de dados, é possivel compa-
rar e avaliar as abordagens propostas. Considerando as duas bases de testes apresentadas pelos
organizadores, Becker ef al. (2013) alcangaram a 52 posicao nos dois conjuntos de testes, para a
granularidade de documento. Para a granularidade de aspectos, os autores alcancaram o 2° e 32
lugares respectivamente. A estratégia usada por eles foi considerar todo o conjunto de treina-
mento fornecido pela organizacio do evento como dados rotulados, e coletar um conjunto extra
de 475.000 tweets a serem usados como dados ndo rotulados. Os autores utilizaram de atributos
do tipo bag-of-words, 1éxicos, atributos extraidos do microblog, atributos part-of-speech tag e
sintaticos.

Baugh (2013) também participou da competi¢do SemEval (Nakov et al., 2013) propondo
um método hierdrquivo em que inicialmente os tweets sdo classificados segundo a sua subje-
tividade, ou seja, sao classificados quanto a presenca (tweets subjetivos) ou auséncia de senti-
mentos (tweets objetivos ou neutros). Na sequéncia os tweets classificados anteriormente como
subjetivos sd@o novamente classificados, mas agora quanto a sua polaridade (tweets positivos ou
negativos). O autor utiliza um procedimento iterativo com base em self-training para o classifi-
cador de polaridade. Assim como na abordagem de Becker et al. (2013), Baugh (2013) utilizou
o conjunto de treinamento fornecido pela competicdo como dados rotulados € um conjunto de
910.000 tweets, coletado pelo proprio autor, como dados ndo rotulados. Para a granularidade
de documentos, os autores alcancaram o 82 e 13© nas duas bases de dados de teste fornecidas
pelos organizadores, sendo que ao todo 44 equipes participaram da tarefa.

He & Zhou (2011) e Qiu et al. (2009) propdoem métodos de andlise de sentimento seme-
lhantes: ambos utilizam de um 1éxico para rotulacdo de um conjunto de treinamento, ou seja,
um conjunto inicial de mensagens € classificado de acordo com um diciondrio de sentimentos.

Este conjunto inicial € entdo utilizado em um processo iterativo baseado em self-training para
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classificar os casos em que o diciondrio utilizado ndo foi suficiente.

Zimmermann et al. (2014) abordam o problema de classificacdo de sentimentos face o de-
safio de aprender a partir de um conjunto limitado de dados em um ambiente de fluxo continuo.
Os autores utilizam um método baseado em self-training adaptado para o cendrio de fluxo con-
tinuo de dados com o objetivo de classificar tweets quanto ao seu sentimento. Os mesmos
mostraram que os resultados alcangados possuem desempenho comparével ou ainda melhor do
que considerando a base de dados totalmente rotulada em um aprendizado supervisionado.

Drury et al. (2011) também propdem um classificador semissupervisionado baseado em um
procedimento de self-training. Contudo, as amostras rotuladas sdo usadas para a constru¢ao
de um classificador baseado em regras, as quais sdo inferidas a partir de conhecimento linguis-
tico. Os autores avaliaram o método proposto em comentarios (reviews) sobre refeicoes aéreas,
professores universitarios e musica.

Transferéncia de conhecimento entre dominios em andlise de sentimentos é o objeto de
pesquisa de Yu (2013). Este estudo investigou a viabilidade do self-training para lidar com o
problema de transferéncia de conhecimento entre dominios, aplicando dados rotulados de um
dominio em contextos diferentes e desconhecidos. O autor avalia sua abordagem em dados
oriundos de comentarios de filmes, reportagens e tweets, e enfatiza o quao promissor € o self-

training nesses casos.

SSL baseado em co-training

Wan (2009) foi o precursor nos estudos da aplicacdo do algoritmo co-training em andlise de
sentimentos. O autor direciona esfor¢os para tratar o problema da classificagdo de sentimentos
cross-lingual, o qual aproveita um corpus que estd em inglés como base de treinamento, para
classificar textos em chinés. A traducdo automdtica € usada para eliminar a diferenca de lin-
guagem entre o conjunto de treinamento e o conjunto de teste, bem como os atributos que serdo
obtidos a partir do inglés e a partir do chinés. Os atributos extraidos do inglés e do chinés sao
considerados como duas visdes independentes do problema de classificacdo. As duas visdes
(inglés e chinés) cooperaram entre si para a classificacdo de instincias ndo rotuladas — que
estdo em chinés (ver Figura 4.2).

Aplicar uma estratégia baseada em co-training para andlise de sentimentos em tweets foi
a proposta de Liu et al. (2013b). Neste caso, os autores consideraram uma visdo construida a
partir de caracteristicas textuais com o uso de um diciondrio de sentimentos € uma outra visao
que inclui emoticons, caracteristicas temporais e pontuacdo. Liu et al. (2013a) e Liu et al.
(2015) sao continuagdes do trabalho de Liu et al. (2013b) em que os autores aperfeicoam a
técnica utilizando um maior conjunto de atributos textuais, bem como realizando mais testes e
enfatizando a possibilidade de o algoritmo co-training ser uma técnica que prové uma maior
adaptabilidade a novos tépicos. Segundo os autores, tal método obteve desempenho superior a
algoritmos supervisionados conhecidos e a ensembles de classificadores.

Recentemente, Carter & Inkpen (2015) apresentam uma adaptagdo do algoritmo co-training

para identificar, simultaneamente, tanto aspectos de um produto (caracteristicas) expressas em
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Dados rotulados — conjunto de treinamento

Inglés _tradugéo _ Chinés
Viséo 1 Visdo 2
\ 4
< classificador 1 > < classificador 2 >

Dados néo rotulados

P
<
<

Inglés tradugéo Chinés

Visdo 1 Visdo 2

-

tradugéo tradugéo

Instancias com alto grau
de confianga sdo
promovidas ao

conjunto de treinamento.

Figura 4.2: Co-training segundo Wan (2009)

textos fornecidos por tweets quanto os sentimentos expressos sobre tais aspectos. Os autores
utilizam de duas visdes, uma baseada em lexemas' e outra baseada em caracteristicas sintaticas.

Yang et al. (2015) propdem uma abordagem baseada em deep learning (Bengio et al., 2015;
Ranzato et al., 2015; Zhang & LeCun, 2015; Tang et al., 2015a,b; Tang, 2015) para inferéncia de
uma visao, bem como de um diciondrio de sentimentos (Iéxico) para inferéncia de uma segunda
visdo. As duas visdes colaboram entre si para a obten¢do de um classificador consolidado para
andlise de sentimentos em tweets € comentdrios sobre filmes escritos em inglés, bem como

outras fontes textuais escritas em chinés.

SSL baseado em tépicos

Como ja abordado no Capitulo 3, Xiang & Zhou (2014) propdem uma abordagem semi-
supervisionada baseada em tépicos que € usada para andlise de sentimentos em tweets. Os
autores propdem construir um modelo de tépicos nos dados rotulados. A informacgdo de tépi-
cos € obtida a partir da implementacdo do principal modelo de tépicos da literatura, conhecido
como Latent Dirichlet Allocation (LDA) e proposto em Blei et al. (2003). A partir dos topicos
obtidos, um modelo de sentimentos especifico é construido em cada grupo encontrado. Em-
bora Xiang & Zhou (2014) indiquem que as tarefas de classificacdo e agrupamento possam ser
complementares, tais abordagens foram implementadas de forma sequencial, o que nem sempre

favorece a otimalidade dos dois tipos de aprendizagem (Cai et al., 2009), i.e., 0 agrupamento

'Unidade minima distintiva do sistema semantico de uma lingua que retine todas as flexdes de uma mesma
palavra. Em termos simplificados, € a parte de uma palavra que constitui uma unidade minima dotada de significado
lexical.
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neste caso “trabalhou” apenas como uma ferramenta de pré-processamento para a tarefa de
classificagdo.

A seguir, uma nova abordagem semissupervisionada € descrita, a qual explora estruturas
intrinsecas dos dados para refinar modelos de classificagdo com o algoritmo C?E-SL em um

procedimento de self-training.

4.1.2 C3E-SL Semissupervisionado

O algoritmo C3E-SL, conforme abordado na Se¢do 3.2, recebe distribui¢des de probabili-
dades de classes que serdo refinadas em um processo de otimizagdo. Tipicamente, estas distri-
bui¢des sdo resultantes de uma agregacdo de classificadores (Coletta et al., 2015a,b; Acharya
et al., 2014, 2011), mas o uso de um unico classificador operando de maneira independente
também é possivel. Mais detalhadamente, a versdo semissupervisionada do C*E-SL apresen-
tada nesse trabalho refina resultados de um classificador SVM. Neste ponto, cumpre observar
que o SVM possui grande capacidade de generalizacao, além de alcancar melhores resultados
do que algoritmos comumente usados na drea de andlise de sentimentos — como o Naive Bayes
e a Regressdo Logistica (Nakov et al., 2013). Seguindo Mohammad et al. (2013), adotou-se
uma SVM com um kernel linear e parametro C' = 0,005.

Além das distribui¢des de probabilidades de classes para objetos de um conjunto alvo, o
C3E-SL requer também uma matriz de similaridades construida a partir deste conjunto. Em
Coletta et al. (2015b), Acharya et al. (2014, 2011) e da Silva et al. (2014a) esta matriz provém
de agregadores de agrupadores. Ja na versdo semissupervisionada do algoritmo apresentada

nesta tese, a matriz € obtida diretamente dos dados brutos seguindo os trés passos a seguir:

Passo I - Geracao de uma matriz de distancias (D): formada pelo computo das distdncias

euclidianas entre pares de objetos presentes no conjunto alvo;

Passo II - Normalizacdo da matriz D: para conter somente valores entre 0 e 1. A Equacdo
(4.1) € usada para calcular a distancia normalizada, d_w para os objetos ¢ e j, sendo d;; a
distancia Euclidiana calculada no Passo I. Os termos d,,;,, € d,,.. referem-se, respectiva-

mente, as distdncias minimas e maximas observadas.

dij = —2—"" (4.1)

dmax - dmzn

Passo III - Obtencao da matriz de similaridades (S): a matriz D normalizada pode ser con-

vertida em uma matriz de similaridades, S, calculando-se para cada um de seus elementos:

Sij = 1— dz’j . (42)

Tendo definidas as entradas do C®E-SL, a abordagem semissupervisionada do algoritmo é
sumarizada nas Figuras 4.3-4.5. Em particular, a Figura 4.3 ilustra a calibragdo do C3E-SL a

partir de um procedimento de validacao cruzada que estima os parametros « e / do algoritmo.
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Ou seja, dividiu-se os objetos rotulados em um conjunto de treinamento e outro de validagdo.
Um classificador SVM ¢€ induzido a partir do conjunto de treinamento e, entdo, o algoritmo
D?E (apresentado na Secdo 3.2.1) é usado para estimar os valores “6timos” dos parimetros no
conjunto de validacdo (no qual uma matriz de similaridades foi produzida usando-se os Passos
[-III). Os valores de a* e [* (“6timos”) s@o, entdo, fixados e utilizados para a classificagdo
de dados ndo rotulados nos conjuntos de teste (alvo). Esta etapa € apresentada na Figura 4.4.
Como resultado, obtém-se um conjunto de vetores, {y; 7]?:1, que sdo estimativas refinadas das
distribui¢des de probabilidades de classes dos objetos do conjunto alvo. A partir destas estima-
tivas, alguns objetos sdo promovidos para o conjunto de dados rotulados como parte da pratica
de self-training (Zhu & Goldberg, 2009). Portanto, em resumo, o C*E-SL é empregado em uma
estrutura algoritmica para desempenhar self-training, segundo o qual o modelo de classificagao
€ realimentado com novos dados a partir de um processo iterativo que aproveita a informacgdo
ndo supervisionada para aumentar a confiancga das predi¢des. A Figura 4.5 apresenta o esquema
completo do C*E-SL semissupervisionado.

Dados
Rotulados

Classificador
Treinamento SVM Validagdo probabilidade de classes: {m;}

Vetores de distribuigdo de

Conjunto de ——>| —> Conjunto de ——>

1 |

D2E [—— <a* [*>

v

Matriz de similaridades: S

Figura 4.3: Calibracio do C?E-SL — parametros « e [ sdo estimados em um conjunto de
validac¢do por meio do algoritmo D?E (Coletta et al., 2015b).

Classificador
SVM

Vetores de distribuigéo de
probabilidade de classes: {m;}

Dados Nao
Rotulados

Dados
Rotulados

N

CE-SL(a* [*) > {y,=p(C/x)}

A 4

Matriz de similaridades: S

Figura 4.4: Os valores “6timos” para o e I sdo fixados e usados no C3E-SL para refinar
resultados do SVM em um conjunto alvo (com dados ndo rotulados que se deseja predizer).
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Dados
Rotulados

Dados Nao
Rotulados

C3E-SL(a* [*)

|
|
|
|
<a*I*> | |
|
|
|

Uma certa quantidade de objetos com rétulos de classe
mais provaveis de estarem corretos sdo promovidos
para o conjunto de dados rotulados (mantendo-se a

proporgéo das classes)

Figura 4.5: Esquema do C3E-SL semissupervisionado.

4.1.3 Exemplo Didatico

Esta se¢do ilustra o funcionamento do C*E-SL semissupervisionado. A Tabela 4.1 descreve
quatro tweets provenientes da base de dados Twitter2014 (Rosenthal et al., 2014). Na Figura
4.6, estes tweets sdo representados pelo nimero de palavras de sentimento positivo e negativo
— estes atributos, como serd visto a seguir, sdo atributos usados para se construir a matriz
de similaridades (S). Mais especificamente, para t; ha duas palavras de sentimento positivo:
“wins” e “earned”, e ndo ha palavras de sentimento negativo. Para t, hd duas palavras de
sentimento positivo: “better” e “better”’, mas hé duas palavras de sentimento negativo também:
“sad” e “can’t’. Para t3 hd apenas uma palavra de sentimento positivo, “ready”, e ndao ha
palavras de sentimento negativo. Para ¢4, finalmente, ha uma palavra de sentimento positivo
(“decent) e uma palavra de sentimento negativo (“not”). Estes termos estdo destacados na
Tabela 4.1. Conforme ilustrado em (a) da Figura 4.6, o tweet t; pertence a classe positiva,

enquanto que to, t3 € t4 pertencem a classe neutra.

ID Texto

t; | QLUFC_SOCCER Gators soccer wins 12th SEC title: The three points earned put Florida on top with 33 ...

to | T hope my better half is feeling better today! I will be so sad if we can’t climb Mount Snowdon tomorrow! Was so
t3 | Getting ready for Knollwood P.S. bazaar, tonight and tomorrow!

ty | @SeanJohnGerard @gmurph25 @tompcotter It’s decent but not +3 standard yet, teeing it up at MJ on Monday. Hz

Tabela 4.1: Exemplo de tweets da base de dados Twitter2014 (Rosenthal et al., 2014).

Modelos de classificagdo foram induzidos a partir de um conjunto de dados rotulados que
representou 5% da base de dados SemFEval2013 (Nakov et al., 2013). Em (b) e (¢) da Figura 4.6
nota-se que o classificador SVM (operando individualmente) ndo foi capaz de predizer correta-
mente os rétulos de classes dos quatro tweets em destaque. Em (c¢), em particular, avaliou-se o
SVM como componente supervisionado em um procedimento de self-training. Por outro lado,
ao se utilizar a abordagem semissupervisionada do C*E-SL (esquematizada na Figura 4.5) to-

dos os tweets foram corretamente classificados — observe (a) e (d) na Figura 4.6. Neste caso,
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Figura 4.6: Espaco bidimensional formado pela contagem de palavras de sentimento positivo e
de palavras de sentimento negativo presentes nos tweets da Tabela 4.1. Em (a) sdo apresentadas
as classes reais destes tweets. Em (b) e (c¢) sdo apresentadas as classificagdes com o uso do
SVM (independente e como componente na abordagem de self-training). Em (d), por fim, é
apresentada a predigio feita pela abordagem do C3E-SL semissupervisionado.

a informacdo nao supervisionada codificada pela matriz de similaridades ajudou na predi¢cdo
correta destes tweets, pois o C*E-SL conseguiu refinar (e corrigir) classificagdes prévias fei-
tas pelo SVM ao explorar estruturas intrinsecas dos dados em um espaco de atributos formado
por palavras de sentimento positivo e de sentimento negativo. A Tabela 4.2 apresenta parte da
matriz de similaridades usada pelo CE-SL. Nesta matriz, o tweet t; tem similaridade méxima
com relacdo aos tweets to € t1853 — pois possuem a mesma contagem de 1éxicos positivos e
negativos. Os tweets toy € t1553 pertencem a classe positiva e, assim, somaram evidéncias para
que, durante o processo de otimizacdo do C3E-SL, ¢; pudesse ser classificado como sendo da
classe positiva também. Portanto, este € um exemplo que mostra que o refinamento produzido
pelo C3E-SL ajuda a melhorar classificagdes €, em especial, aumenta as chances de realimentar

o conjunto de dados rotulados com objetos (tweets) corretos a partir do self-training.
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ty | to | t3 | tg |- |t |- | tso | o | tizs | c- | tiss3

t1 10/05(05/00/--- |10 ---103]---]001]---] 10

ty 0511002103 |---105(---10]|---1021]---1 0,0

t3 05(02(10(05|---]05|---]05]|---1081|---| 04

ta 001030510 ---102}---1061|---1071]---10,2

foo 11,0 050502 - [1.0]---102]---103---] 1,0

tsp 1031100503 )---102{---(10]---]103]---1] 0.2

tios 10010210807 ---103]---103]---]101]---1] 0.2
fras | 1,0 (0.0 (03100 - [1,0] - 02| --- 102 --- | 1.0

Tabela 4.2: Valores de similaridades entre tweets contidos na matriz de similaridades usada pelo
C3E-SL. Em destaque estio os valores maximos calculados para os tweets t1, tog € t1g53.

4.2 Avaliacao Empirica na Classificacao de Tweets

Na andlise de sentimentos em fweets, a obtencdo de dados rotulados depende de um pro-
cesso custoso de anotagdo manual que muitas vezes necessita de conhecimento de dominio (e de
especialistas). Isso limita bastante a quantidade de tweets rotulados oferecidos para classifica-
dores. Os experimentos realizados se basearam nestes cendrios para explorar as capacidades do
C3E-SL semissupervisionado (Se¢do 4.1.2). Anélises empiricas foram conduzidas de maneira

comparativa a partir de bases de dados representativas da area.

A Tabela 4.3 apresenta as caracteristicas das bases de dados usadas nos experimentos. Estas
bases de dados sao recomendadas pelo International Workshop on Semantic Evaluation (SemE-
val)?, cujos organizadores sugerem particularmente o uso da base de dados SemEval2013 como
fonte de dados rotulados para o treinamento dos modelos (Nakov et al., 2013; Rosenthal et al.,
2014). Os modelos induzidos foram, entdo, avaliados em cinco conjuntos de teste (alvo), os
quais, na realidade, s@o bases de dados amplamente conhecidas da drea: LiveJournal, SMS201 3,
Twitter2013, Twitter2014 e TwitterSarcasm2014. As bases de dados LiveJournal e SMS201 3 fo-
ram usadas com o objetivo de investigar como classificadores treinados a partir de mensagens
de Twitter se comportam em outras fontes de dados (i.e., de weblogs e mensagens de celular).
J4 as bases de dados Twitter2013, Twitter2014 e TwitterSarcasm2014 foram obtidas pela iden-
tificacdo de entidades nomeadas extraidas de milhdes de rweets coletados em um periodo entre
Janeiro de 2012 e Janeiro de 2013 através da API publica do Twitter. A partir do reconhecimento
de temas populares relacionados as entidades nomeadas (os quais sdo frequentemente mencio-
nados em associa¢do com uma data especifica), os tweets foram manualmente rotulados. A base
de dados Twitter2013 possui trés temas em comum com 0s temas presentes no conjunto usado
para treinamento (i.e., SemEval2013). As bases de dados Twitter2014 e TwitterSarcasm2014
foram formadas mais recentemente e ndo contém necessariamente temas presentes em SemkE-

val2013 — a ultima base de dados, em particular, foi coletada através da hashtag #sarcasm

http://en.wikipedia.org/wiki/SemEval
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com o intuito de determinar como o sarcasmo e a ironia afetam a polaridade dos tweets. Todas
as bases de dados foram rotuladas por meio de anotadores cadastrados no Amazon Mechanical
Turk’.

Base de Dados | Classe Positiva | Classe Negativa | Classe Neutra | Total
Dados rotulados para a aprendizagem dos modelos

SemEval2013 \ 4.215 (37%) \ 1.807 (15%) \ 5.325 (48%) \ 11.338
Novos dados para classificacdo (conjuntos de teste)

LiveJournal 427 (37%) 304 (27%) 411 (36%) | 1.142
SMS2013 492 (23%) 394 (19%) 1.207 (58%) | 2.093
Twitter2013 1.572 (41%) 601 (16%) 1.640 (43%) | 3.813
Twitter2014 982 (53%) 202 (11%) 669 (36%) | 1.853
TwitterSarcasm2014 | 33 (38%) 40 (47%) 13 (15%) 86

Tabela 4.3: Distribuicao das classes positiva, negativa e neutra nas seis bases de dados utiliza-
das. Os classificadores foram treinados com tweets rotulados da base de dados SemEval2013
Nakov et al. (2013). Os resultados reportados foram obtidos a partir de classificagdes em cinco
conjuntos de teste — LiveJournal, SMS2013, Twitter2013, Twitter2014 e TwitterSarcasm2014.

A forma de representacdo de tweets ndo € consistentemente semelhante nos diferentes tra-
balhos encontrados na literatura, como ja discutido no Capitulo 2. Por exemplo, muitas abor-
dagens tém usado apenas atributos gerados a partir de N-gramas (Baugh, 2013), enquanto que
outras incluem também informacdes de emoticons (Liu et al., 2013b,a). Alguns trabalhos mais
recentes também consideram um espacgo de atributos mais complexo derivado de part-of-speech
tags, 1éxicos e hashtags (Becker et al., 2013; Xiang & Zhou, 2014; Zhao et al., 2014). O con-
junto de atributos adotado nesta pesquisa foi inspirado no trabalho de Mohammad et al. (2013),
que conquistou o primeiro lugar na competi¢do promovida pelo evento SemEval 2013 (Nakov
et al., 2013). Esta representacdo também alcancou os melhores resultados durante o SemEval
2014 — nas bases de dados LiveJournal, SMS2013 e TwitterSarcasm2014 (Rosenthal et al.,

2014). O conjunto de atributos adotado é formado por:

(i) N-gramas: um N-grama é uma sequéncia continua de NN itens (palavras) presentes em uma
fonte textual ou falada. Foram considerados unigramas, bigramas e trigramas, os quais
sao subsequéncias formadas, respectivamente, por uma, duas e trés palavras. Este modelo
de linguagem é baseado em bag-of-words, no qual um atributo representa a frequéncia
com que um /N-grama aparece na mensagem considerada (Pang et al., 2002). Assim
como no Capitulo 2, os tweets sdo representados por meio de uma tabela na qual as
colunas representam 0s n-gramas existentes nas mensagens, € os valores associados as

colunas sdo referentes a presenca destes no tweet.

(i) Léxicos: geram atributos que representam a contagem de certas palavras consideradas po-

sitivas ou negativas de acordo com o método descrito em (Mohammad et al., 2013);

(iii) Negacgdo: indica o nimero de contextos negados. Segundo Pang et al. (2002), um contexto
negado € um segmento de mensagem que se inicia com uma palavra de negacdo (e.g.,

“« 2

no”, “shouldn’t”) e termina com uma pontuacdo (virgula, ponto, dois pontos, ponto

Shttps://www.mturk.com
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e virgula, ponto de exclamacdo ou ponto de interrogacdo). Um contexto negado afeta
os atributos formados por /NV-gramas e léxicos. Assim, adiciona-se o sufixo “NEG” em
cada palavra (e.g., “good” torna-se “good_NEG”). Uma lista de palavras de negacgao foi

adotada a partir do tutorial produzido por Christopher Potts*;

(iv) Part-of-speech: usando-se o aplicativo Ark-twitter NLP (Owoputi et al., 2013b) extraiu-se
tags de part-of-speech (e.g., emoticons, hashtags, adjetivos, advérbios, dentre outros). O

numero de ocorréncias de cada fag € representado na forma de atributo;

(v) Estilo de Escrita: atributos foram derivados a partir da presenca de trés ou mais caracteres
repetidos em palavras, da sequéncia de trés ou mais pontuacdes e do nimero de palavras

com todas as letras em maiusculo;

(vi) Atributos do Microblogging: considerou-se atributos que contam o nimero total de hash-
tags de sentimentos no texto, de itens 1éxicos e emoticons (Thelwall et al., 2010; Moham-
mad et al., 2013).

Para a extensdo semissupervisionada do C3E-SL, o componente supervisionado (SVM) foi
treinado no espacgo de atributos formado pelos itens (i)—(vi), enquanto que os atributos respon-
saveis pela criacdo da matriz de similaridades correspondem aos 1éxicos e contextos negados —
ou seja, os itens (ii) e, (iii). Tal configuracdo visa minimizar os efeitos negativos da maldi¢cdo
da dimensionalidade (ou curse of dimensionality)® e tornar o componente ndo supervisionado

mais simples e interpretdvel.

A avaliacdo experimental levou em conta o cendrio de aprendizado semissupervisionado
indutivo. Uma propor¢ao p de tweets (rotulados) foi aleatoriamente amostrada a partir da base
de dados SemEval2013 (Nakov et al., 2013) (veja a Tabela 4.3) — manteve-se o balango entre
as classes positiva, negativa e neutra. O conjunto de tweets dado por p foi usado como instan-
cias de treinamento para construcdo de um modelo inicial. Os fweets contidos na importancia
sobressalente (1 — p) foram usados na fase de aprendizagem das abordagens. Seguindo a filo-
sofia do self-training, a cada iteragdo, 100 tweets foram incorporados no conjunto p de tweets
rotulados (mantendo-se a proporcao das classes). Este procedimento foi repetido até todos os
(1 — p) tweets da base de dados SemEval2013 serem rotulados e promovidos ao conjunto p.
Os modelos resultantes foram usados para classificar tweets nas bases de dados de teste (Live-
Journal, SMS2013, Twitter2013, Twitter2014 e TwitterSarcasm2014). Os resultados para cada
uma destas bases de dados foram anotados e sdo reportados a seguir. Adotou-se como medida
de desempenho o F-score para as classes positivas e negativas, bem como o F-score geral dado
por F = (Fpys + Fneg)/2 (Becker et al., 2013; Baugh, 2013; Zhao et al., 2014; Xiang & Zhou,
2014).

“http://sentiment.christopherpotts.net/lingstruc.html
STermo que se refere a virios fendmenos que surgem na analise de dados em espacos com muitas dimensdes
(atributos) (Hastie et al., 2009).
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4.2.1 Analise Comparativa

O C3E-SL semissupervisionado foi comparado com uma abordagem similar, a qual usa o
classificador SVM como componente do self-training e com o co-training (Zhou & Li, 2005),
que pode ser vista como uma versao multi-descri¢do do algoritmo self-training. O conjunto
inicial de tweets rotulados foi composto por 5% da base de dados SemEval2013 (realizou-se
amostragem aleatdria estratificada). As médias e desvios padrdes referentes aos resultados nos
conjuntos de teste estdo sumarizados nas Tabelas 4.4—4.8 (para obter estas estatisticas de inte-
resse, repetiu-se o experimento 10 vezes para cada base de dados). Como referéncia, sdo repor-
tados também os resultados para o SVM atuando de maneira independente (sem self-training).
Os resultados deste SVM independente, denominado de SVM supervisionado, correspondem as
médias de resultados de classificacdo computados a partir dos conjuntos de treinamento iniciais
— com 5% da base de dados SemEval2013. Assim, enquanto o SVM semissupervisionado (ba-
seado em self-training) possui interdependéncia das predicdes em diferentes iteragdes, cada ro-
dada do classificador SVM supervisionado independe de suas outras execugdes (por selecionar
aleatoriamente conjuntos de treinamento em cada uma delas). Uma abordagem ndo supervisi-
onada considerando léxicos também foi considerada como baseline para a andlise, sendo que
tal abordagem foi baseada na contagem das palavras de sentimento nos tweets de acondo com
Iéxicos existentes. Para a abordagem self-training, foram usados todos os atributos descritos
anteriormente, enquanto que para o co-training, foram consideradas duas descri¢des (visoes):
uma fornecida pelos Ngramas (i) e outra contendo o restante dos atributos (ii)-(vi). Esta configu-
racdo favorece a observagao das vantagens de uso do self-training e do co-training no contexto
das mdquinas de vetores de suporte.

As Tabelas 4.4—4.8 mostram que todas as abordagens semissupervisionadas oferecem
resultados tipicamente melhores que o SVM operando de maneira supervisionada. A versao
semissupervisionada do C*E-SL, em particular e comparativamente a abordagem self-training,
alcancou, na maioria das vezes, os melhores resultados. Em comparag¢do a abordagem co-
training, em 60% dos casos a versdo semissupervisionada do C3E-SL obteve os melhores
resultados. Em contrapartida, algumas vezes o desempenho das abordagens iterativas (semissu-
pervisionadas) foi inferior ao alcangado pelo SVM supervisionado (e.g., execucdes #1 e #6 na
Tabela 4.8). Pressupde-se que, nestes casos, os dados rotulados representaram razoavelmente
bem as distribui¢des das classes, enquanto que dados ndo rotulados podem naturalmente favo-
recer superajuste (overfitting). Neste contexto particular, dados ndo rotulados nem sempre siao
uteis para se alavancar a classificagdo — entretanto, como visto, na média geral vantagens sig-
nificativas foram observadas ao se usar a informac¢ao nao supervisionada por meio do algoritmo
C3E-SL.
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~ SVM  Supervisionado .. . CE-SL Semissu-
Execugdes (Independente) Self-training Co-training pervisionado
FPos FNeg F FPOS FNEg F FPos FNC{] F FPos FNeg F
#1 61,10 52,31 56,71 68,40 53,20 60,80 | 69,24 4392 56,58 | 70,07 54,81 62,44
#2 67,19 50,31 58,75 67,71 50,75 59,23 | 69,44 53,98 61,71 | 68,59 54,90 61,75
#3 50,30 46,05 48,18 62,97 50,66 56,82 | 69,46 54,33 61,90 | 63,47 46,88 55,18
#4 56,66 40,47 48,56 67,42 46,54 56,98 | 69,24 43,55 56,40 | 68,05 47,59 57,82
#5 66,85 6091 63,88 67,51 57,89 62,770 | 69,53 53,98 61,75 | 68,38 62,36 65,37
#6 62,19 4147 51,83 66,12 4327 54,69 | 68,72 51,31 60,01 | 67,24 46,02 56,63
#7 67,56 50,42 58,99 66,46 5441 60,43 | 69,62 53,98 61,80 | 68,23 55,60 61,92
#8 68,38 35,53 51,96 66,03 47,64 56,83 | 68,53 44,08 56,31 | 67,72 50,53 59,13
#9 62,64 38,41 50,53 63,76 37,96 50,86 | 68,84 42,99 5591 | 66,88 44,94 5591
#10 63,56 37,41 50,48 63,76 51,21 57,48 | 68,78 44,80 56,79 | 66,32 44,34 55,33
F 62,64 45,33 53,99 66,01 49,35 57,68 | 69,14 48,69 5892 | 67,50 50,80 59,15
Std. deviation | 05,65 08,08 05,26 |01,90 5,75 03,37 039 5,17 275 | 01,74 0590 03,54

Tabela 4.4: F-scores (%) obtidos pelas abordagens semissupervisionadas e o SVM supervisio-
nado na base de dados LiveJournal. Melhores resultados estao em negrito.

- SVM  Supervisionado . .. C’E-SL Semissu-
Execucdes (Independente) Self-training Co-training pervisionado
FPos FNEg F FPos FNeg F FPos FNeg F FPos FNEg F
#1 4991 49,31 49,61 53,98 47,58 50,78 | 60,18 47,01 53,60 | 56,52 51,72 54,12
#2 54,92 47,09 51,01 60,00 40,68 50,34 | 56,18 49,28 52,73 | 59,94 49,16 54,55
#3 49,64 41,89 45,77 | 52,05 39,66 4585|5594 49,34 52,64 | 56,26 43,43 49,84
#4 51,98 39,56 45,77 |53,93 42,87 48,40 | 60,56 47,34 53,95 | 57,96 46,11 52,04
#5 53,38 45,58 49,48 | 55,08 41,80 48,44 | 56,38 49,58 52,98 | 56,78 48,36 52,58
#6 48,67 39,59 44,13 | 4931 38,56 4394 | 59,48 49,67 54,57 | 54,05 42,38 48,21
#7 55,27 47,19 51,23 53,58 43,07 48,32 | 56,15 49,40 52,77 | 58,66 51,16 54,90
#8 54,53 37,04 45,78 | 53,47 41,33 47,40 | 60,00 46,75 53,37 | 58,26 47,18 52,72
#9 48,67 38,27 43,47 | 46,89 3494 4092 | 60,26 46,81 53,50 | 52,99 41,69 47,34
#10 47,92 39,12 43,52 | 49,01 44,66 46,83 | 60,28 46,73 53,50 | 49,61 46,64 48,12
F 51,49 42,46 4698 | 52,73 41,52 47,12 | 58,54 48,19 53,37 | 56,10 46,78 51,44
Std. deviation | 02,86 04,42 03,06 | 03,69 03,45 0296 | 2,06 134 0,60 | 03,09 03,47 02,84

Tabela 4.5: F-scores (%) obtidos pelas abordagens semissupervisionadas e o SVM supervisio-

nado na base de dados SMS2013. Melhores resultados estdo em negrito.

~ SVM  Supervisionado i, . C’E-SL Semissu-
Execugdes (Independente) Self-training Co-training pervisionado
FPos FNBg F FPos FN@g F FPos FNeg F FPos FNeg F
#1 60,50 45,66 53,08 64,98 4583 55,41 | 66,64 38,28 52,46 | 63,99 48,44 56,21
#2 61,18 4241 51,79 65,13 45,66 5539 | 64,87 38,34 51,60 | 65,30 41,29 53,30
#3 57,55 42,62 50,08 62,21 4191 52,06 | 64,38 38,44 51,41 | 67,95 41,30 54,63
#4 60,42 44,89 52,65 64,80 47,43 56,11 | 66,79 38,58 52,68 | 65,66 44,32 54,99
#5 61,43 44,97 53,20 64,74 42773 53,73 | 64,89 38,49 51,69 | 65,32 39,02 52,17
#6 62,30 4391 53,11 64,53 43,81 54,17 | 66,22 37,64 51,93 | 67,49 44,91 56,20
#7 60,80 43,13 51,97 63,73 44,770 54,21 | 64,71 38,50 51,61 | 68,62 45,64 57,13
#8 62,59 35,39 48,99 64,74 45,61 55,17 | 66,72 38,37 52,55 | 64,32 4542 54,86
#9 60,00 41,91 50,96 62,16 41,27 51,72 | 66,66 37,81 52,24 | 68,62 42,27 55,44
#10 63,85 4242 53,14 64,29 46,00 55,14 | 66,72 38,46 52,59 | 68,98 43,58 56,28
F 61,06 42,73 51,90 64,13 44,49 5431 | 65,86 38,29 52,08 | 66,62 43,63 55,12
Std. deviation | 01,70 02,88 01,47 01,10 02,00 0146|101 031 048 | 01,90 02,71 01,49

Tabela 4.6: F-scores (%) obtidos pelas abordagens semissupervisionadas e o SVM supervisio-
nado na base de dados Twitter2013. Melhores resultados estdo em negrito.
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SVM  Supervisionado

C?E-SL Semissu-

Execucdes (Independente) Self-training Co-training pervisionado
Fpos Fn g F Fpos Fn g F Fpos Fn g F Fpos Fn g F

#1 57,33 43,72 50,52 64,63 47,03 5583 | 66,55 42,68 54,62 | 63,69 45,00 54,35
#2 60,84 42,13 51,49 64,92 44,33 54,62 | 64,01 33,49 48,75 | 64,76 44,80 54,79
#3 57,52 44,92 51,22 63,21 41,87 52,54 | 63,88 33,65 48,76 | 63,77 44,02 53,89
#4 58,73 44,32 51,53 62,43 46,31 54,37 | 66,55 4233 54,44 | 64,40 42,66 53,54
#5 61,58 45,96 53,77 64,40 4523 54,81 | 64,15 33,17 48,66 | 64,12 4232 5322
#6 60,64 40,87 50,76 64,12 4326 53,69 | 66,63 35,16 50,89 | 65,30 45,01 55,15
#7 60,42 43,14 51,78 63,30 43,41 53,35 | 63,85 33,73 48,79 | 64,29 43,70 53,99
#8 61,59 40,12 50,85 64,25 45,15 54,70 | 66,63 42,07 54,35 | 65,39 47,96 56,68
#9 58,88 40,58 49,73 61,66 40,72 51,19 | 66,48 42,68 54,84 | 62,80 43,74 53,27
#10 62,73 45,58 54,16 63,03 4523 54,13 | 66,52 42,81 54,66 | 64,23 47,15 55,69
F 60,02 43,14 51,58 63,60 44,25 53,92 | 65,52 38,18 51,85 | 64,28 44,64 54,46
Std. deviation | 01,82 02,12 01,39 | 01,05 01,96 01,31 | 1,33 4,60 2,89 |0,77 01,79 01,12

Tabela 4.7: F-scores (%) obtidos pelas abordagens semissupervisionadas e o SVM supervisio-
nado na base de dados Twitter2014. Melhores resultados estdo em negrito.

SVM  Supervisionado

C’E-SL Semissu-

Execucdes (Independente) Self-training Co-training pervisionado
FPos FNeg F FPOS FNeg F FPos FNGQ F FPOS FN€9 F

#1 50,00 25,53 37,77 50,63 13,64 32,13 | 55,00 13,95 34,47 |50,75 21,74 36,24
#2 49,32 13,64 31,48 52,05 24,49 38,27 | 55,26 45,28 50,27 | 54,55 25,53 40,03
#3 46,15 17,39 31,77 50,63 13,64 32,13 | 56,75 44,44 50,60 | 50,00 21,28 35,64
#4 44,44 09,30 26,87 48,72 09,30 29,01 | 55,69 13,94 3481 | 51,85 17,78 34,81
#5 55,70 33,96 44,83 52,63 24,49 38,56 | 56,00 44,44 50,22 | 56,47 34,62 45,54
#6 49,28 25,53 37,40 48,10 17,39 32,75 | 55,69 36,73 46,21 | 51,28 09,30 30,29
#7 58,54 13,64 36,09 55,42 25,53 40,48 | 55,26 45,28 50,27 | 56,41 21,74 39,07
#8 54,776 09,30 32,03 52,50 25,00 38,75 | 55,69 13,95 34,82 | 62,37 09,52 3594
#9 49,35 17,78 33,56 51,85 21,28 36,56 | 56,41 13,95 35,18 | 53,16 17,78 35,47
#10 43,84 09,30 26,57 52,38 17,78 35,08 | 56,41 13,95 35,18 | 49,35 17,78 33,56
F 50,14 17,54 33,84 51,49 19,25 3537 | 55,81 28,59 42,20 | 53,62 19,70 36,66
Std. deviation | 04,86 08,38 05,46 02,10 05,77 03,74 | 0,57 15,62 7,80 | 03,96 0,73 041

Tabela 4.8: F-scores (%) obtidos pelas abordagens semissupervisionadas e o SVM supervisio-
nado na base de dados Twitter Sarcasm 2014. Melhores resultados estdo em negrito.

4.2.2 Abordagem Nao Supervisionada Baseada em Léxicos

Uma abordagem nao supervisionada baseada em léxicos também foi considerada na ané-
lise. Foram utilizados somente os 1éxicos propostos por Mohammad et al. (2013) e Hu & Liu
(2004). O sentimento foi computado baseado na contagem de palavras de opinido positiva e
negativa, i.e., se 0 nimero de palavras positivas € maior que o nimero de palavras negativas, o
tweet € considerado positivo, caso contrdrio o tweet é considerado negativo. Se ndo ha palavras
de opinido ou o nimero de palavras positivas e negativas € o mesmo, o tweet € considerado
neutro. Os experimentos reportados na se¢do anterior, considerando o cendrio que adotou 5%
dos dados rotulados da base SemEval2013 foi mantido. As mesmas abordagens comparadas na
se¢do anterior foram usadas — ou seja, levou-se em conta os resultados do C*E-SL semissu-
pervisionado, self-training com SVM, co-training com SVM e também um classificador SVM
supervisionado operando de maneira independente (sem self-training). Os resultados obtidos
com todos os algoritmos estdo reportados nas Tabelas 4.4—4.8, exceto os resultados com a abor-

dagem ndo supervisionada baseada em léxicos os quais sdo reportados na Tabela 4.9.
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Figura 4.7: I (%) obtidos pelas abordagens semissupervisionadas, pelo SVM supervisionado e
pela abordagem nao supervisionada baseada em 1éxicos — LiveJournal.
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Figura 4.8: I (%) obtidos pelas abordagens semissupervisionadas, pelo SVM supervisionado e
pela abordagem ndo supervisionada baseada em 1éxicos — SMS.
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Figura 4.9: F (%) obtidos pelas abordagens semissupervisionadas, pelo SVM supervisionado e
pela abordagem nao supervisionada baseada em 1éxicos — Twitter2013.
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Figura 4.10: F' (%) obtidos pelas abordagens semissupervisionadas, pelo SVM supervisionado
e pela abordagem nao supervisionada baseada em 1éxicos —Twitter2014.
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Figura 4.11: I (%) obtidos pelas abordagens semissupervisionadas, pelo SVM supervisionado
e pela abordagem nao supervisionada baseada em 1éxicos — Twitter Sarcasm 2014.

4.2.3 Impacto da Quantidade de Dados Rotulados Disponiveis

Os experimentos das se¢des 4.2.1 e 4.2.2 foram conduzidos em um cenério que adotou 5%
dos dados rotulados da base SemEval2013. Esta se¢do investiga os impactos da variacdo deste
percentual, i.e., do tamanho do conjunto de dados rotulados que se dispde inicialmente para ge-
rar um modelo de classificagdo. Conforme j& destacado, uma das principais limitacdes préticas
da tarefa de classificacdo € a escassez de dados rotulados. Portanto, espera-se que as aborda-
gens semissupervisionadas se comportem bem em cendrios de significativa escassez de dados
rotulados. Considerando o compromisso entre quantidade de dados rotulados e desempenho de
classificacdo, as discussdes apresentadas podem ajudar na escolha da alternativa mais vantajosa
para o problema que se tem em maos. As mesmas abordagens comparadas na secdo anterior
foram usadas — ou seja, levou-se em conta os resultados do C3E-SL semissupervisionado, self-
training com SVM, co-training com SVM e um classificador SVM supervisionado operando

de maneira independente (sem self-training).
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As Figuras 4.12—4.16 apresentam os resultados gerais (F e desvio-padrio) para cada abor-
dagem, considerando 10 execugdes independentes a partir de uma certa quantidade (inicial) de
dados rotulados. As quantidades usadas foram de 5%, 10%, 20%, 30% e 40% de dados rotulados
amostrados da base SemEval2013. Como esperado, os resultados melhoraram com o aumento
da quantidade de dados rotulados disponiveis. Comparativamente, os resultados do C*E-SL
semissupervisionado foram sensivelmente melhores em todas as bases de dados consideradas.
Na base de dados Twitter2013, as abordagens semissupervisionadas alcangcaram resultados mo-
destos em relacdo ao classificador SVM. Entretanto, convém destacar que, em todas as bases
de dados, para quantidades relativamente pequenas de dados rotulados, as abordagens semis-
supervisionadas foram as mais vantajosas. A Tabela 4.9 exibe as estatisticas obtidas, além de
apresentar o desempenho de abordagens supervisionadas que utilizaram o conjunto de dados
completo.
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Figura 4.12: Resultados para diferentes percentuais de dados rotulados — LiveJournal.
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Figura 4.13: Resultados para diferentes percentuais de dados rotulados — SMS2013.
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4. Aprendizado semissupervisionado agregando classificadores e agrupadores

LiveJournal

Approach 5% 10% 20% 30% 40% 100%

F-pos | F-neg F F-pos | F-neg F F-pos | F-neg F F-pos | F-neg F F-pos | F-neg F F-pos | F-neg

B

CESL | 67,50 | 50,80 | 59,15 | 69,10 | 58,27 | 63,69 | 69,87 | 62,25 | 66,06 | 70,21 | 64,61 | 67,41 | 70,81 | 66,21 | 68,51 | — | — | —
Semissup | +£1,74 | £5,00 | +3,54 | +0,86 | +£2,86 | £1,82 | £0,67 | £4,30 | +2,23 | +0,66 | £2,59 | £1,49 | £0,65 | +2,06 | +1,14

Self- 66,01 [ 49,35 [ 57,68 | 68,00 | 57,77 | 62,93 [ 69,13 [ 61,24 | 65,19 | 69,54 | 62,49 [ 66,01 | 7022 | 64,71 | 6TAT [ — | —
training | £1,80 | £5,75 | £3,37| £0,79 | £2,77 | £1,61 | £0,60 | £4,08 | £2,10| £0,66 | £3,13 | £1,80 | £0,84 | £2,18 | £1.22

Co- 69,14 | 48,60 | 58,92 | 68,51 | 46,14 | 57,33 | 67,79 | 49,38 | 58,59 | 67,08 | 51,78 | 59,43 | 66,48 | 52,64 [ 59,56 | — | — | —
Training | 20,39 | £5,17 | £2,75 | £0,61 | 24,17 | £2,32 | £0,91 | £4,49 | £2,66 | 20,75 | £2,59 | £1,42| £0,73 | £0,69 | £0.66

SVM 62,64 | 4533 | 53,98 | 66,54 | 55,35 | 60,95 | 68,33 | 59,69 | 64,01 | 69,01 | 60,82 | 64,92 | 69,21 | 63,34 | 66,27 | 68,84 | 61,75 | 67,34
£5,64 | £8,08 | £5,26 | £3,21 | £5,58 | £3,39 | £1,57 | £5,64 | £2,90 | £0,87 | £5,38 | £2,87 | £1,18 | £3,05 | £1,71

Léxico 66,58 | 55,59 | 61,09 | 66,58 | 55,59 | 61,09 | 66,58 | 55,59 | 61,09 | 66,58 | 55,59 | 61,09 | 66,58 | 55,59 | 61,09 | 66,58 | 55,59 | 61,09

Literatura Supervised approach proposed by Zhu et al. (2014) 74,84
SMS2013
Approach 5% _ 10% _ 20% 30% 40% 100%

F-pos | F-neg F F-pos | F-neg F F-pos | F-neg F F-pos | F-neg F F-pos | F-neg F F-pos | F-neg

|

CESL | 56,10 | 46,78 | 51,44 | 59,97 | 52,89 | 56,43 | 62,06 | 55,51 | 58,79 | 63,34 | 56,38 | 59,86 | 63,87 | 57,67 | 60,76 | — | —
Semissup | £3,00 | £3,47 | £2,84 | +1,10| £1,23 | £1,08| £1,10 | £1,00| £0,70 | £0,81 | £0,83 | £0,59 | £0,49 | £0,91 | +0,44

Self- 52,73 | 41,52 | 47,12 | 56,72 | 49,20 | 52,96 | 60,50 | 52,16 | 56,33 | 60,60 | 53,73 | 57,16 | 61,67 | 55,41 | 58,54 | — | —
training | £3,69 | £3,44| £2,96 | £2,22| £1,01 | £1,32 | 20,81 | £0,99 | £0,81 | £0,87 | £1,22 | £0,94 | £0,63 | £0,78 | £0,52

Co- 58,54 [ 48,19 | 53,37 | 59,32 [ 47,05 | 53,18 | 57,38 | 46,99 | 52,18 | 57,60 | 48,84 | 53,26 | 58,38 | 49,84 [ 54,11 | — | — | —
Training | £2,06 | £1,34| 20,60 | 20,99 | £2.13| £0,99 | +1,03| £2.28| +0,81 | +1,10 | +1,89 | £1,09 | +0,56 | £0,92 | +0,59

SVM [ 51,48 [ 42,46 | 46,97 | 56,74 | 50,85 | 53,80 | 60,35 | 53,77 | 57,06 | 61,56 | 55,15 | 58,36 | 62,78 | 56,72 | 59,74 | 59,31 | 51,69 | 55,50
+2,86 | 44,42 | +£3,05 | £2,12| £1,29 | £1,53| +1,56 | +1,06 | £1,07 | £1,15 | £1,28 | +1,02| +0,62 | +£1,04 | +£0,54

Léxico 54,43 150,29 | 52,36 | 54,43 [ 50,29 | 52,36 | 54,43 | 50,29 | 52,36 | 54,43 | 50,29 | 52,36 | 54,43 | 50,29 | 52,36 | 54,43 | 50,29 [ 52,36

Literatura Supervised approach proposed by Mohammad ef al. (2013) 68,46
Twitter2013
Approach 5% 10% 20% 30% 40% 100%

=

F-pos | F-neg F F-pos | F-neg F F-pos | F-neg F F-pos | F-neg F F-pos | F-neg F F-pos | F-neg

CESL | 66,62 | 43,62 | 55,12 | 66,10 | 45,58 | 55,84 | 66,63 | 48,06 | 57,35 | 67,38 | 48,80 | 58,09 | 67,86 | 49,26 | 58,56 | — | — | —
Semissup | £1,90 | £2,71 | £1,49 | £0,65 | £1,60 | £0,94| £0,56 | £1,64 | £0,79 | 20,41 | £0,88 | +0,53 | £0,32 | £0,76 | +0,44

Self- 64,13 | 43,49 | 54,31 | 66,38 | 46,90 | 56,64 | 66,78 | 47,67 | 57,23 | 67,13 | 4833 | 57,73 | 67,68 | 49,15 [ 5842 | — | —
training | +£1,09| £1,99 | £1,46 | 20,30 | +1,54 | +0,82| +£0,41 | 0,50 | £0,28 | £0,47 | +:1,06 | £0,42 | £0,26 | £0,76 | +0,37

Co- 65,86 | 38,29 | 52,08 | 66,45 | 37,80 | 52,13 | 66,14 | 37,74 | 51,94 | 66,56 | 38,37 | 52,47 | 66,85 | 39,43 | 53,14 | — — —
Training | £1,01 | £0,31 | £0,48 | £0,49 | £1,63 | £0,82 | £0,71 | £0,66 | £0,25 | £0,39 | £0,89 | £0,49 | £0,25 | £1,06 | £0,55

SVM 61,06 | 42,73 | 51,89 | 64,80 | 46,13 | 55,46 | 66,39 | 48,29 | 57,34 | 66,83 | 48,88 | 57,85 | 67,50 | 49,40 | 58,45 | 70,70 | 61,41 | 66,05
+1,70 | £2,87| £1,46 | £0,79 | £1,69 | £1,01 | £0,50 | £1,37 | £0,77 | £0,65 | £0,83 | £0,51 | £0,29 | £0,83 | £0,43

Léxico 61,75 1 42,00 | 51,87 | 61,75 | 42,00 | 51,87 | 61,75 | 42,00 | 51,87 | 61,75 | 42,00 | 51,87 | 61,75 | 42,00 | 51,87 | 61,75 | 42,00 | 51,87

Literatura Supervised approach proposed by Mohammad ef al. (2613) 69,02
Twitter2014
Approach 5% 10% 20% 30% 40% 100%

o

F-pos | F-neg F F-pos | F-neg F F-pos | F-neg F F-pos | F-neg F F-pos | F-neg F F-pos | F-neg

CESL | 64,28 | 44,64 | 54,46 | 65,33 | 46,26 | 56,07 | 66,73 | 48,45 | 57,59 | 67,30 | 48,69 | 58,25 | 68,18 | 49,57 | 58,88 | — | — | —
Semissup | £0,77 | £1,80 | £1,12| £0,91 | £1,57 | £1,03 | £0,79 | £2,12| £1,08 | £0,42 | £1,06 | £0,59 | £0,56 | £0,71 | £0,51

Self- 63,59 [ 44,25 [ 53,02 | 66,01 | 46,26 | 56,13 | 66,71 | 47,33 | 57,02 | 67,31 | 47,40 | 57,35 | 68,00 | 4833 [ 58,19 | — | — | —
training | £1,04| £1,95| £131| £0,79 | £2,05 | £1,34| £0,73 | £1,78 | £1,08 | £0,52 | £1.37| £0,82| £0,35 | £1,54| £0,90
Co- 65,52 [ 38,18 [ 51,85 | 66,16 | 39,07 | 53,06 | 63,03 [ 37,82 | 51,72 | 66,23 | 36,27 | 51,25 | 66,72 | 36,88 [ 51,80 | — | —

Training | £1,33 | £4,60 | £2,89 | £0,69 | +:3,23 | £1,87 | £0,91 | £3,62| £2,20 | £:0,45 | £1,49 | £0,78 | £0,49 | £0,66 | +:0,54

SVM 60,02 | 43,13 [ 51,58 | 65,17 | 45,29 | 55,23 | 66,44 | 47,61 | 57,12 | 67,57 | 48,30 | 57,93 | 68,14 | 49,26 | 58,70 | 71,87 | 55,51 | 63,69
41,82 | £2,12| £1,38| £1,25| £2,28 | £1,50 | 20,79 | £1,97 | £0,98 | £0,75 | +1,39 | 20,75 | 0,44 | £1,08 | £0,64

Léxico 61,75 | 37,11 | 49,43 | 61,75 | 37,11 | 4943 | 61,75 | 37,11 | 49,43 | 61,75 | 37,11 | 4943 | 61,75 | 37,11 | 49,43 | 61,75 | 37,11 | 49,43

Literatura Supervised approach proposed by Miura ef al. ( 014) 70,96
Twitter Sarcasm 2014
Approach 5% 10% 20% 30% 40% 100%

=

F-pos | F-neg| F |F-pos |Fneg| F |F-pos|Fneg| F |F-pos|Fneg| F |F-pos|Fneg| F [F-pos|F-neg

C’E-SL 53,62 | 19,71 | 36,066 | 54,85 | 23,13 | 38,98 | 54,51 | 23,46 | 38,99 | 55,75 | 25,86 | 40,81 | 58,19 | 2393 | 41,06 | — — —
Semissup | +3,96 | 7,38 | +4,12| £2,89 | +4,65 | £2,40 | £1,71 | 4,97 | £2,42| £243 | £2,73 | £1,54 | £1,73 | £2,53 | £0,97

Self- 5149 [ 19,25 [ 35,37 | 52,85 | 23,99 | 38,42 [ 53,49 | 23,62 | 38,55 | 54,21 | 21,62 | 3791 | 54,64 | 22,06 | 3835 | — | —
training | £2,09| £5,76 | £3,74| £1,55 | £5,24 | £3,03 | £1,79 | £4,33 | £2,29 | £1.41 | 4,68 | £2,71 | £1,02 | £3,34| £1.72

Co- 55,81 | 28,59 | 42,20 | 56,73 | 19,24 | 3799 | 57,37 | 27,54 | 42,45 | 57,18 | 37,35 | 47,27 | 53,67 | 34,66 | 44,17 | — — —
Training | £0,57 | £15,62 £7,80 | £0,49 | £12,46 £6,28 | £1,02 | £15,34 £7,67 | £1,24 | £8,61 | £4,50 | £1,65 | £2,86 | £1,87

SVM 50,13 | 17,53 | 33,83 | 50,40 | 20,28 | 35,34 | 52,2 | 21,12 | 36,86 | 54,66 | 24,31 | 39,48 | 53,95 | 23,96 | 38,96 | 57,15 | 25,00 | 41,08
+4,86 | £8,37 | £5,46 | £3,26 | £6,46 | £4,18 | £2,63 | £4,23 | £2.35| £2.23 | £3,05| £1,97| £1,45 | £2,02 | £1,04

Léxico 34,86 | 7,58 20,96 | 34,86 | 7,58 120,96 | 34,86 | 7,58 | 20,96 | 34,86 | 7,58 ] 20,96 [ 34,86 [ 7,58 [2096 [ 3486 [ 7,58 [ 20,96

Literatura Supervised approach proposed by Zhu et al. (2014) 58,16

Tabela 4.9: F-scores para diferentes percentuais de dados rotulados para abordagens semis-
supervisionadas, supervisionadas e baseada em 1éxicos — incluindo os melhores resultados da
literatura ao se utilizar o conjunto completo de dados rotulados. Os melhores resultados estao
em negrito.
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4.3. Consideragoes Finais

A Tabela 4.10, que foca apenas nos resultados alcangados pelas abordagens semissupervi-
sionadas, reporta a proporcdo de F-scores mais altos e menores desvios padrdes encontrados
na Tabela 4.9. Pode-se constatar, portanto, que o self-training baseado no C3E-SL apresentou

melhores resultados do que se utilizar apenas 0 SVM como componente do self-training.

C?E-SL Semissuper. Self-training Co-training SVM Léxico*
Base de Dados Maiores | Menores Maiores | Menores | Maiores | Menores | Maiores | Menores | Maiores
F-scores | Desvios- F-scores | Desvios- | F-scores | Desvios- | F-scores | Desvios- | F-scores
Padroes Padroes Padroes Padrées
LiveJournal 80.00 40.00 0.00 26.67 6.66 33.33 0.00 0.00 13.33
SMS2013 80.00 40.00 0.00 26.66 13.33 33.33 0.00 0.00 6.66
Twitter2013 46.66 6.66 26.66 40.00 6.66 46.00 20.00 6.66 0.00
Twitter2014 80.00 60.00 6.66 20.00 13.33 13.33 0.00 6.66 0.00
Twitter Sarcasm 2014 80.00 33.33 6.66 33.33 13.33 26.66 0.00 6.66 0.00

*Os desvios-padrdo para a abordagem baseada em léxicos € igual a zero.

Tabela 4.10: Proporcdo de maiores F-scores e menores desvios padrdes ao se comparar ape-
nas os resultados da Tabela 4.9 para o C3E-SL semissupervisionado e sua contraparte, a
qual emprega self-training com SVM, co-training, SVM supervisionado e a abordagem nao-
supervisionada baseada em 1éxicos. Os melhores resultados estdo em negrito.

4.3 Consideracoes Finais

Em da Silva et al. (2014a) combinou-se classificadores e agrupadores para produzir melho-
res modelos supervisionados para a classificacdo de tweets. Contudo, abordagens semissupervi-
sionadas tém se mostrado alternativas mais promissoras neste contexto (Becker et al., 2013; He
& Zhou, 2011; Crammer et al., 2009; Qiu et al., 2009). A partir desta perspectiva, uma aborda-
gem semissupervisionada do algoritmo C3E-SL foi avaliada na classifica¢do de sentimentos em
tweets. Esta abordagem combina maquinas de vetores de suporte — Support Vector Machines
(SVMs) (Cortes & Vapnik, 1995; Boser ef al., 1992) — com a informacao de similaridades
entre objetos para se gerar classificagdes mais refinadas. Baseando-se em um procedimento de
self-training (Zhu & Goldberg, 2009), predi¢des mais confidveis aprimoram o modelo de forma
iterativa. Como € requerida uma quantidade pequena de dados rotulados, o C3E-SL semissu-
pervisionado € particularmente Util para a classificacdo de tweets.

Os experimentos envolveram seis bases de dados amplamente conhecidas da drea de ané-
lise de sentimentos em fweets (Mohammad et al., 2013; Rosenthal et al., 2014; Nakov et al.,
2013). O C3E-SL semissupervisionado foi comparado com o algoritmo self-training, o qual
usa o classificador SVM como componente supervisionado, bem como foi comparado também
ao algoritmo co-training composto por duas visoes distintas. Adicionalmente, maquinas de ve-
tores de suporte operando de forma independente (sem self-training) foram também testadas
e finalmente, uma abordagem ndo supervisionada baseada no uso de léxicos foi investigada.
O C3E-SL semissupervisionado obteve os melhores resultados na maioria dos cendrios inves-
tigados, apresentando-se como uma alternativa promissora para a aplicacdo analisada. Estes
resultados e discussdes foram reportadas no artigo “Using Unsupervised Information to Im-

prove Semi-supervised Tweet Sentiment Classification” da Silva et al. (2016b).
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4. Aprendizado semissupervisionado agregando classificadores e agrupadores

Em resumo, os artigos produzidos nesta pesquisa e que estudam aplica¢des do C*E-SL na

classificacdo de rweets sao:

e SILVA,N.FE F; COLETTA, L. F. S.; HRUSCHKA, E. R.; HRUSCHKA JR., E. R., Com-
bining Classification and Clustering for Tweet Sentiment Analysis. In: Brazilian Con-
ference on Intelligent Systems (BRACIS), 2014, Sao Carlos. Proceedings on Brazilian
Conference on Intelligent Systems, p. 210-215, 2014 — da Silva et al. (2014a).

e SILVA,N.F. F; COLETTA, L. E. S.; HRUSCHKA, E. R.; HRUSCHKA JR., E. R., Using
Unsupervised Information to Improve Semi-supervised Tweet Sentiment Classification,
Information Sciences, 2016 — da Silva et al. (2016b).

e SILVA, N. F. FE;; COLETTA, L. F. S.; HRUSCHKA, E. R., A Survey and Comparative
Study of Tweet Sentiment Analysis via Semi-Supervised Learning, ACM Computing Sur-
veys, 2016 — da Silva et al. (2016a).

Como tdpico emergente, o uso de aprendizado semissupervisionado para a andlise de sen-
timento em fweets motiva estudos em diferentes linhas. Para a abordagem proposta, a qual
emprega o algoritmo C3E-SL, a escolha dos melhores atributos, tanto para o componente su-
pervisionado quanto para o ndo supervisionado, requer maiores investigacdes. Por exemplo,
na presencga de sarcasmo e ironia, existem atributos que sdo reconhecidamente mais promisso-
res (Carvalho et al., 2009; Gonzalez-Ibanez et al., 2011; Vanin et al., 2013; de Freitas et al.,
2014). Neste sentido, um mecanismo mais dindmico seria selecionar durante o aprendizado
os atributos que sdo mais adequados, como um procedimento intrinseco ao processo iterativo
desempenhado pelo C3E-SL semissupervisionado. Além disso, métodos semissupervisionados
ainda dependem significativamente de uma amostragem ideal dos dados. Em outras palavras,
em cendrios com alto custo de rotulamento, deseja-se selecionar alguns (poucos) objetos para
rotular que sejam, de fato, significativos para o proposito de treinamento do modelo, a exemplo
das contribui¢des de Hajmohammadi et al. (2015) e Smailovi¢ et al. (2014). Nestes trabalhos,
os autores utilizam-se de aprendizado ativo — active learning (Settles, 2012) — para maximizar

a representacdo dos dados em pequenas amostras de treinamento.
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Capitulo

Conclusao

Nesta tese, diferentes abordagens para classificar sentimentos em textos curtos, especial-
mente para tweets, foram estudadas. O ponto de partida foi a aplicacdo de algoritmos de apren-
dizagem supervisionada e agregadores de classificadores (ensembles de classificadores). Pos-
teriormente, o algoritmo C°E (Consensus between Classification and Clustering Ensembles)
desenvolvido por Acharya et al. (2014, 2011) e que combina classificadores e agrupadores foi
aplicado. Este algoritmo recebe como entradas estimativas de distribuicdes de probabilidades
de classes para objetos de um conjunto alvo, bem como uma matriz de similaridades entre esses
objetos. O C°E produz como saida uma classificacio consolidada dos objetos do conjunto alvo
por meio de refinamentos nas distribuicdes de probabilidades de classes. A idéia intuitiva é
que a informagdo de grupos (codificada pela matriz de similaridades) possa prover restri¢coes
complementares que auxiliem na classificacdo de sentimentos. A partir dessa nog¢ao, foi de-
senvolvida uma versdo semissupervisionada do C°E, que visa superar algumas das dificuldades
préticas da classificacdo de sentimentos em fweets — especialmente quando se dispde de poucos
tweets rotulados e/ou uma amostragem deficiente dos tweets de treinamento. Em particular, o
algoritmo concebido fornece um classificador mais “consciente” das possiveis diferencas entre

as distribui¢des dos tweets usados no treinamento e dos tweets do conjunto alvo.

5.1 Sumario das Principais Contribuicoes

Neste trabalho, foi apresentada a proposta de uso de agregadores de modelos de classifica-
cdo supervisionada para andlise de sentimentos em textos curtos e oriundos do Twitter. Nao
foram encontradas na literatura pesquisas anteriores a esta propondo o uso de ensembles de
classificadores em conjunto com léxicos para andlise de sentimentos em textos curtos e infor-
mais.

Uma abordagem para combinar classificadores e agrupadores com o objetivo de classificar
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novos tweets foi apresentada. Tal abordagem se materializa por meio do algoritmo existente C°E
(Coletta et al., 2015a; Acharya et al., 2014; da Silva et al., 2014a; Coletta et al., 2013; Acharya
et al., 2011), o qual ndo havia sido aplicado ao cendrio de pesquisa desta tese. Os resultados
experimentais reportados mostram que o C°E é promissor, comprovando a ideia intuitiva de que
as restricoes fornecidas por meio de particdes de dados (agrupamento) sdo uteis para classificar
novos fweets quanto ao seu sentimento.

Uma versdo do algoritmo C’E foi estendida para o cendrio semissupervisionado e aplicada
em andlise de sentimentos em tweets. Os resultados experimentais reportados demonstram que
o método € promissor. Trata-se de unir os beneficios de combinar classificadores e agrupadores
em um cendrio, no qual se dispde de poucos tweets rotulados. Como ja mencionado, tal abor-
dagem reduz custos e esfor¢cos em uma etapa prévia de anotacdo do conjunto de treinamento
obrigatoriamente necessdria em problemas de classificagdo supervisionada.

Em resumo, as abordagens propostas cumpriram com €xito os objetivos desta tese sendo ca-
pazes de fornecer classificadores com propriedades bastante apreciadas e com grande potencial

pratico. Desta forma, as principais contribui¢cdes desta tese sao listadas a seguir:

e A estratégia de combinar vérios classificadores de sentimentos se mostrou bastante eficaz,
levando a uma acuricia preditiva estavel e, muitas vezes, superior aquela obtida por um

classificador isoladamente.

e Com a combinacdo de classificadores e agrupadores, comprovou-se que as restri¢des for-
necidas por meio de particdes de dados (agrupamento) sio uteis para classificar novos
tweets quanto ao seu sentimento. Os resultados experimentais reportados mostraram, por
meio do algoritmo C3E (Coletta et al., 2015a; Acharya et al., 2014; Coletta et al., 2015b,
2013; Acharya et al., 2011), que tal premissa contribui para analise de sentimentos em

textos curtos, em especial para tweetfs.

e Em relacdo a versdo do algoritmo CE semissupervisionado, demonstrou-se com 0s ex-
perimentos a ampla abrangéncia de aplicacdo, pois as propriedades dos algoritmos sio

especialmente tteis em cendrios com poucos fweets rotulados.

e Ainda em relacdo a versdo do algoritmo C°E semissupervisionado, este possui uma menor
dependéncia do usudrio/especialista de dominio, uma vez que seu uso € livre de parame-

tros considerados criticos.

e Destaca-se a eficiéncia das abordagens, especialmente pela simplicidade e baixo custo
computacional do algoritmo C*E-SL(Coletta et al., 2015a; Acharya et al., 2014; da Silva
et al., 2014a; Coletta et al., 2013; Acharya et al., 2011) e ainda a versatilidade da ferra-
menta, pois o algoritmo C*E-SL aceita o uso de (praticamente) qualquer componente nos

agregadores, independente de atribui¢des rigidas ou suaves de classes e/ou grupos.

e Outro quesito importante estd relacionado ao suporte a computacao distribuida dos mé-

todos propostos, pois os dados de treinamento ndo necessitam estar disponiveis apos a
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constru¢do do agregador de classificadores ou apés constru¢do da matriz de similarida-

des.

e E interessante mencionar a possibilidade de paralelizacdo da aplicagd@o, pois esta impor-
tante caracteristica estd presente em todos componentes envolvidos — classificadores e

agrupadores.

e Outra importante contribui¢do deste trabalho caracteriza-se pelo estudo comparativo rea-
lizado com as abordagens supervisionadas e semissupervisionadas do estado da arte, bem

como as estratégias propostas nesta tese.

e A engenharia e selecdo de atributos, uma importante etapa que antecede a defini¢do e
escolha do método de classificacdo de sentimentos, também foi estudada neste trabalho,
sendo que varias configuracgdes e tipos de atributos foram avaliadas: a bag-of-words tradi-
cional, 1éxicos, feature hashing, o uso de part-of-speech, hashtags, mencoes, emoticons,
e variacoes de n-gramas. Neste cendrio, apesar de ndo existir um consenso sobre quais
atributos (Pang et al., 2002; Dave et al., 2003; Kim & Hovy, 2006; Kouloumpis et al.,
2011; Lin & Kolcz, 2012; Ghiassi et al., 2013; Zhu et al., 2014) favorecem o desempenho

do futuro classificador empregado, concluiu-se apartir dos experimentos realizados, que:

— Feature hashing € uma técnica de redugdo de esparsidade (Lin & Kolcz, 2012; Ca-
ragea et al., 2011; Weinberger et al., 2009; Shi et al., 2009; Ganchev & Dredze,
2008; Forman & Kirshenbaum, 2008), e portanto cumpre o seu papel ao fornecer
ao classificador uma representacdo compacta, o que minimiza a complexidade das
operacdes realizadas pelo mesmo. No entanto, esta reducio pode afetar diretamente
o desempenho do classificador, podendo reduzir o seu poder preditivo. Com uma
decisdo acertada de projeto pode-se minimizar este impacto determinando um li-
miar de redugdo de esparsidade aceitavel em detrimento do desempenho e acuricia

desejados.

— O uso de 1éxicos e emoticons tanto em conjunto com feature hashing quanto com-
binados a bag-of-words contribuem para a capacidade preditiva do classificador.
Entretato o uso isolado de 1éxicos e emoticons ndo prové informacao suficiente para

desempenho superior ou comparavel as combina¢des mencionadas anteriormente.

— Em um segundo momento o uso de part-of-speech, atributos exclusivos de redes so-
ciais como hashtags e mengdes, foram também adicionados e também contribuiram

para uma maior acurécia preditiva dos métodos de classificacao.

— Embora a combinagao de unigramas, bigramas e trigramas contribua para o aumento
da esparsidade, esta configurac@o contribui significativamente para uma maior acu-

rdcia preditiva dos métodos de classificacido de sentimentos estudados.
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5.2 Publicacoes Geradas e Artigos Submetidos

As contribui¢des obtidas com o desenvolvimento desta tese de doutorado foram (ou estdo em
fase de serem) divulgadas por meio de publicagdes em conferéncias e periddicos internacionais

de destaque. A seguir, € apresentada uma lista completa dos artigos publicados e submetidos:

e SILVA,N.FE F; COLETTA, L. F. S.; HRUSCHKA, E. R.; HRUSCHKA JR., E. R., Com-
bining Classification and Clustering for Tweet Sentiment Analysis. In: Brazilian Con-
ference on Intelligent Systems (BRACIS), 2014, Sdo Carlos. Proceedings on Brazilian
Conference on Intelligent Systems, p. 210-215, 2014 — (da Silva et al., 2014a).

e SILVA, N. F F; HRUSCHKA, E. R.; HRUSCHKA JR., E. R., Biocom Usp: Tweet Senti-
ment Analysis with Adaptive Boosting Ensemble. In: Proceedings of the 8th International
Workshop on Semantic Evaluation (SemEval 2014), 123-128, Dublin, Ireland, 2014 —
(da Silva et al., 2014b)

e SILVA, N. F E; HRUSCHKA, E. R.; HRUSCHKA JR., E. R., Tweet sentiment analysis
with classifier ensembles. In: Decision Support Systems, Volume 66, Outubro 2014,
Pages 170-179 (Qualis A2) — (da Silva et al., 2014c).

e SILVA,N.E F; COLETTA, L. E. S.; HRUSCHKA, E. R.; HRUSCHKA JR., E. R., Using
Unsupervised Information to Improve Semi-supervised Tweet Sentiment Classification,

2016 (Qualis A1) — (da Silva et al., 2016b).

e SILVA, N. F. F; COLETTA, L. E S.; HRUSCHKA, E. R., A Survey and Comparative
Study of Tweet Sentiment Analysis via Semi-Supervised Learning, 2015 (Qualis A1) —
(da Silva et al., 2016a).

5.3 Limitacoes e Perspectivas Futuras

No decorrer deste trabalho foram feitas op¢des que determinaram um rumo a seguir. Outras
decisdes de projeto poderiam ter sido tomadas e certamente outros resultados seriam encontra-
dos e novas perspectivas se abririam. Desta forma, esta tese ndo representa um projeto finali-
zado, mas apenas uma parte do mesmo. Por conta disso, serdo elencadas algumas sugestoes
para trabalhos a desenvolver que visam nao s6 complementar o trabalho realizado como abrir
novos percursos de investigacao.

Nesta tese comprovou-se efetivamente que combinar classificadores contribui para a ana-
lise de sentimentos em tweets. A estratégia de combinacdo de classificadores adotada neste
trabalho foi simplificada, conforme apresentado na secdo 2.3. Entretanto, existem formas mais
sofisticadas de combinagao. Um exemplo disso € a extratégia de combinacdo por meio de meta-
aprendizagem (Rokach, 2010), em que o objetivo € minimizar a taxa de erro dos classificadores
transformando as predi¢cdes dos mesmos em instancias de treinamento, que por sua vez serao

utilizadas para a geracdo de um novo classificador. Outro quesito a ser melhor investigado esta
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relacionado a importancia e contribuicao de cada classificador base para o ensemble, sendo pos-
sivel por meio da defini¢do de um ranking baseado no desempenho de classificadores definir
pesos para a participacdo e contribuicdo dos mesmos para o agregador.

Considerando a combinagio de classificadores e agrupadores realizada pelo C*E-SL no ce-
ndrio de andlise de sentimentos, diversos aspectos podem ser melhor estudados em trabalhos
futuros. O impacto da quantidade e dos tipos de classificadores usados no agregador, bem como
maneiras eficientes de se obter matrizes de similaridades para o propésito de consenso sdo topi-
cos que merecem maior investigacdo. Em uma perspectiva mais geral, a importancia relativa de
cada um dos componentes dos agregadores poderia ser capturada na forma de pesos que, entdo,
poderiam ser ajustados de acordo com a aplicacdo. Especificamente, pode-se explorar formas
de se produzir entradas para o C*E-SL que contenham um certo ganho de informacéo e ndo
sejam redundantes a exemplo das estratégias adotadas para se obter componentes diversificados
em agregadores (Naldi et al., 2013; Windeatt, 2005; Kuncheva, 2004; Kuncheva & Whitaker,
2003a). Nesse contexto, um mecanismo mais inteligente para se gerar matrizes de similarida-
des poderia ser estudado ao se levar em conta a indug@o de agrupamentos a partir de diferentes
“visdes” dos dados com énfase para a selecdo de conjuntos de atributos mais promissores (0s
quais, por exemplo, poderiam ser aqueles que melhor discriminam as classes). A partir disso,
¢ importante conduzir pesquisas sobre medidas de desempenho tteis para a avaliacdo das parti-
coes de dados e a matriz de similaridades especialmente em fweets, por se tratar de textos curtos
e provenientes de redes sociais.

Virios estudos na literatura buscaram explorar abordagens de aprendizagem de mdquina
para resolver tarefas de andlise de sentimento de diferentes perspectivas nos ultimos 15 anos,
como demonstrado nesta tese. Uma vez que o desempenho do algoritmo de aprendizagem ¢é
fortemente dependente das escolhas de representacdes de dados, muitos estudos se dedicaram
a engenharia e selecao de atributos (Mohammad et al., 2013; Zhu et al., 2014). Recentemente,
abordagens de aprendizagem em profundidade (deep learning) (Bengio et al., 2015; Ranzato
etal.,2015; Zhang & LeCun, 2015; Tang et al., 2015a,b; Tang, 2015) emergiram como modelos
computacionais poderosos com a promessa de descobrir representacdes semanticas intrinsecas
em textos, automaticamente a partir dos dados, sem o recurso da engenharia. Essas aborda-
gens t€m melhorado o estado da arte em muitas tarefas de andlise de sentimento incluindo a
classificacdo de sentimento de sentencas/documentos e de aprendizagem de 1éxicos sentimento.
Pretende-se com isso incorporar em métodos de andlise de sentimentos semissupervisionados
técnicas de deep-learning.

Ao se utilizar a versdo semissupervisionada do C3E-SL, estudos para considerar a infor-
macao nao supervisionada, em conjunto com as probabilidades de classes, para se obter um
critério mais refinado de sele¢do de objetos no autotreinamento (self-training) se mostram bem
interessantes. Neste contexto, a maior dificuldade reside na obtencao de informagdo ndo super-
visionada complementar que possa, de fato, alavancar o modelo semissupervisionado. Portanto,
investigagcdes que explorem a geragdo eficiente de matrizes de similaridades que sejam provei-
tosas para o autotreinamento sao significativamente uteis.

Nesta tese ndo foi explorado o conceito de andlise de sentimentos com granularidade de as-
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pectos. Tal conceito vém sendo recentemente explorado no cendrio semissupervisionado (Mat-
suno et al., 2015; Carter & Inkpen, 2015), com resultados significativos e promissores. Avaliar
a cooperacgao do agrupamento e classificacio como método de extragao de aspectos e andlise de
sentimentos ocorrendo de forma simultdnea ¢ também um desafio interessante de pesquisa.

Nesta tese, tanto nas andlises realizadas com o aprendizado supervisionado quanto nas andli-
ses realizadas com o aprendizado semissupervisionado, admitiu-se a existéncia de um conjunto
de treinamento que € dado e fixo. Na pratica, € muito conveniente utilizar o active learning
(Hayjmohammadi et al., 2015; SmailoviC et al., 2014; Settles, 2012; Zhu et al., 2003b; Tong
& Koller, 2001; Cohn et al., 1995) ou aprendizado ativo em conjunto com o aprendizado se-
missupervisionado. Essa abordagem pode permitir que o algoritmo de aprendizado escolha um
conjunto de rweets a serem rotulados por um especialista de dominio, ao invés de utilizar de
uma selecao aleatéria dos mesmos.

Outro viés de pesquisa sugere o quao interessante seria incorporar “a for¢a” do sentimento
ao trabalho, ou atribui¢des mais suaves de classes — drea de pesquisa conhecida como opinion
strength (Turney & Littman, 2003). Nesta tese, foram considerados os sentimentos positivo, ne-
gativo ou neutro relacionados a um tweet, enquanto que em linguagem natural, as opinides nao
sdo tdo rigidas. Se um consumidor estd usando um sistema comparativo de avaliacdes de sen-
timento, € particularmente vantajoso que a for¢a das opinides seja conhecida e agregada (e.g.,
um celular com muitas opinides fracamente negativas deveria ser preferivel a um similar com
muitas opinides fortemente negativas). Existem poucos trabalhos com foco em classificagao
baseada na forca do sentimento (strength-based sentiment classification), por exemplo, Wilson
et al. (2004) e Turney & Littman (2003).

Na vida real os tweets chegam como fluxos de dados ou data streams (Domingos & Hulten,
2000; Dahal et al., 2015). Desta forma, é importante que a abordagem usada para classificacdo
de sentimentos seja dindmica e capaz de manipular com eficédcia e eficiéncia fluxos continuos
de tweets. Esta carateristica ndo foi explorada nesta tese, uma vez que para 0s experimentos
foram considerados conjuntos de dados estiticos. Fluxo de dados em andlise de sentimentos
vém sendo muito estudado (Lourenco Jr. et al., 2014; Kim et al., 2013; Mejova & Srinivasan,
2012; Bifet et al., 2011; Bifet & Frank, 2010), porém sem foco na estratégia de usar agrupadores

para refinar e melhorar o poder de generalizacdo de classificadores.
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