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Resumo

processo de Mineracao de Dados inicia~se com o entendimento do dominio da
O aplicacao, considerando aspectos como os objetivos da aplicagao e as fontes de
dados. Em seguida, é realizado o pré-processamento dos dados e a extragao
de padrdes. Apos a etapa de extragio de padrdes, vem a de pés-processamento, na qual
0 conhecimento € avaliado quanto a sua qualidade e/ou utilidade a fim de ser utilizado
para apoio a algum processo de tomada de decisdao. Recentemente, as pesquisas t&m se
voltado para problemas de regressio, porém a regressdo em Mineracdo de Dados preditiva
é uma questao pouco explorada dentro do processo de extragio de conhecimento de bases
de dados, sendo de grande relevancia o estudo de métodos para a exploragio de tarefas
desse tipo. Alguns trabalhos vém sendo realizados no Laboratério de Inteligéncia Com-
putacional (LABIC) em temas relacionados ao processo de Extragao de Conhecimento de
Bases de Dados e Textos e na construgao de um ambiente computacional para extragao de
conhecimento de dados denominado DISCOVER. Para apoiar a construgao de um modelo
de regressao simbdlico e o pds-processamento de problemas de regressdo foi proposto e
desenvolvido o Ambiente REPPE. Esse ambiente viabiliza a avaliagdo de regras de re-
gressao, inclusive disponibilizando estratégias para o célculo da matriz de contingéncia e
consequente utilizacio de todas as medidas derivadas dessa matriz para avaliagdo de re-
gras de regressao; a combinagao de regressores homogéneos e heterogéneos para melhorar
a precisdo dos regressores e a integragao e poda de regras de regressao obtidas de diferen-
tes amostras ou algoritmos. Essas funcionalidades do Ambiente REPPE incrementam a
potencialidade do Ambiente DISCOVER quanto ao tratamento de regressao.



Abstract

ata Mining process begins with the understanding of the application domain,

considering aspects as application objectives and data sources. Then, the data

pre-processing and pattern extraction is realized. After the pattern extraction
stage, one proceeds with the post-processing, in which the knowledge is evaluated as re-
gards its quality and/or usefulness in order to use this knowledge to support a decision
making process. Recently, much attention has been given to regression problems. Howe-
ver, regression in predictive Data Mining is a little explored subject in the knowledge
discovery from database process, what makes the study of exploration methods very re-
levant. Some work in areas related to the Knowledge Discovery of Data and Text Bases
process have been accomplished at LABIC (Laboratério de Inteligéncia Computacional)
which motivated the construction of a computational environment for knowledge extrac-
tion called DISCOVER. The REPPE environment was proposed and developed to aim
the symbolic regression model construction and the regression problems post-processing.
This environment makes possible the evaluation of regression rules, providing strategies
for contingency table calculation and the subsequent utilization of all measures derived
from this table for regression rules evaluation. Moreover, the system also provides the
combination of homogeneous and heterogeneous regressors to improve the regressor pre-
cision and the integration and pruning of regression rules obtained from different samples
or algorithms. These functionalities of REPPE increase the DISCOVER potentiality in
relation to regression treatment.
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Lista de Simbolos

Os simbolos frequentemente referenciados no texto sao apresentados a seguir.

&
-

N b B

€ 0 i-ésimo exemplo do conjunto de dados.

é um atributo de entrada (variavel independente).

€ o conjunto dos atributos de entrada.

é um atributo meta (varidvel dependente).

¢ a média do atributo meta.

€ um ruido aleatdrio ou limiar.

é a funcdo que calcula o valor predito para o exemplo de treinamento
com o atributo z.

é uma funcao.

é uma hipétese.

¢ um conjunto de atributos.

é o nimero de atributos.

é o nimero de atributos.

é o dominio dos atributos.

é um conjunto de dados.

€ o nimero total de exemplos do conjunto de dados.

é o conjunto de treinamento.

é o conjunto de teste.

é o algoritmo de aprendizado ou indutor.

é o niimero de amostras bootstrap.

& 0 peso.

é o preditor,

é uma regra qualquer.

é quando o corpo (body) de uma regra assume o valor verdadeiro.
é quando o corpo de uma regra assume o valor falso.

é quando a cabega (head) de uma regra assume o valor verdadeiro.
é quando a cabeca de uma regra assume o valor falso.

= Mo

B
e

SmntyweN~QOLI OEI e nT

X) é a cardinalidade do conjunto X.
p(X) ¢ a frequéncia relativa associada a X.

*xvil



Capitulo

Introducao

era da informagao tem desbravado caminhos que vislumbram uma nova era, a
do conhecimento. A popularizagio da principal e maior rede de computadores
do planeta, a Internet, os avancos ocorridos na coleta e armazenamento de

dados, o constante desenvolvimento das empresas no que concerne a seu parque tecnolégico
e, principalmente, a evolugio das necessidades de informacdo fazem com que qualquer
esforgo para facilitar a manipulagéo e o entendimento humano em relagéo a esse grande
leque de informacoes ganhe importéncia na mesma proporgao.

A preocupacdo cada vez maior das empresas piiblicas e privadas em adquirir novas
tecnologias de processamento e armazenamento, além do entendimento da informagio
e do conhecimento como seu maior patriménio, tem direcionado vérias pesquisas para
o estudo do processo de transformar em conhecimento os dados armazenados em seus
sistemas, o que pode proporcionar um auxilio de forma efetivamente inteligente & tomada

de deciséo.

Métodos manuais para anélise e interpretacio de dados tém sido utilizados na trans-
formagdo de dados em conhecimento. Isso, muitas vezes, torna o processo de extrair
conhecimento de bases de dados caro, lento e subjetivo, além de invidvel quando se tra-
balha com grande volume de dados. O interesse em automatizar esse processo de anélise
tem fomentado varias pesquisas na drea de Extragao de Conhecimento de Bases de Dados
(Knowledge Discovery in Databases (KDD)) (Fayyad, Piatetsky-Shapiro, & Smith, 1996;
Fayyad, Piatetsky-Shapiro, Smyth, & Uthurusamy, 1996; Netz, Chaudhuri, Bernhardt, &
Fayyad, 2000).



Diante desse contexto, os pesquisadores da area de Inteligéncia Artificial (IA) estao,
cada vez mais, investindo na investigacdo do processo de Extracdo de Conhecimento de
Bases de Dados com a finalidade de apresentar solugées titeis em diferentes dominios.

A extragao de conhecimento a partir de grande quantidade de dados é vista como
um processo interativo e iterativo, e ndo como um sistema de andlise automatica, sendo
centrado na interacao entre usudrios, especialistas do dominio e responséveis pela aplica-
¢ao. Dessa maneira, nao se pode esperar a extragao de conhecimento 1til simplesmente

submetendo um conjunto de dados a uma “caixa preta” (Mannila, 1997).

Assim, o processo de Extragdo de Conhecimento de Bases de Dados, ou Mineragao
de Dados (MD}!, inicia-se com o entendimento do dominio da aplicagdo, considerando
aspectos como os objetivos dessa aplicagdo e as fontes de dados (base de dados da qual se
pretende extrair conhecimento}. Em seguida, é realizada uma sele¢ao de dados a partir
dessas fontes, de acordo com os objetivos do processo. Os conjuntos de dados resultantes
dessa selegdo sdo, entao, pré-processados, ou seja, recebem um tratamento para poderem
ser submetidos aos métodos e ferramentas para a extragao de padrdes.

A etapa de extragao de padrBes tem o objetivo de encontrar modelos (conhecimento)
a partir de dados. Para induzir uma hipétese, utiliza-se algum algoritmo de indugdo (ou
indutor), que recebe como entrada um conjunto de dados e gera um modelo que representa
o conhecimento extraido desses dados. Apds a etapa de extragdo de padroes, vem a de p6s-
processamento, na qual o conhecimento é avaliado quanto a sua qualidade e/ou utilidade
a fim de ser utilizado para apoio a algum processo de tomada de decisao.

E importante notar que, por ser um processo iterativo, as etapas da Mineragao de
Dados nao sao estanques, ou seja, a correlagido entre as técnicas e métodos utilizados
nas vérias etapas é considerdvel, a ponto da ocorréncia de pequenas mudangas em uma
delas afetar substancialmente o sucesso de todo o processo. Portanto, os resultados de
uma determinada etapa podem acarretar mudangas a quaisquer das etapas posteriores
ou, ainda, o recomego de todo o processo (Fayyad, Haussler, & Stolorz, 1996; Rezende,
Pugliesi, Melanda, & Paula, 2003).

Uma vez que o processo de Mineracao de Dados estd sendo cada vez mais utilizado
para solucionar problemas da vida real, o pds-processamento dos resultados torna-se muito
importante (Liu & Hsu, 1996). Assumido que o conhecimento extraido sers utilizado di-
retamente por um Sistema Inteligente ou por algum usudrio humano para inferir soluges
para problemas especificos dentro de um dominio, concorda-se que a obtengao do conhe-
cimento néo é o final do processo.

Porém, pesquisas em algoritmos de aprendizado tém focado muito em técnicas para

'0s termos Extragio de Conhecimento de Bases de Dados e Mineracao de Dados serfo utilizados
indistintamente neste trabalho.



a geragdo de conceitos e regras a partir de dados. Pouca énfase vem sendo dada a pes-
quisas referentes ao que acontece apés um conhecimento ter sido adquirido, ou seja, o
pds-processamento do conhecimento, especialmente com relagdo & compreensibilidade,

qualidade e integragao do conhecimento extraido.

Uma das motivages para a realizaggo do pds-processamento do conhecimento estd
no fato de que utilizar algoritmos de aprendizado em bases de dados no significa que o
usuério ndo tenha conhecimento sobre o dominio e a base. Isso é particularmente verdade
se 0 usudrio é um especialista. Geralmente, o usuério humano tem alguma nogdo ou
conhecimento prévio sobre o dominio de aprendizado. Assim, quando o conhecimento é
gerado a partir de uma base de dados, o usudrio pode querer saber: se o conhecimento
representa o que ele sabe; se ndo representa, qual a parte do seu conhecimento prévio esti
ou nao correta ou ¢ interessante; ou ainda, de que maneira esse novo conhecimento difere
de seu conhecimento. Anteriormente, pesquisas assumiam que era de responsabilidade
do usuério analisar o conhecimento. Entretanto, quando o niimero de regras é grande, é

muito dificil para este analisd-las manualmente.

Em se tratando de grandes bases de dados, mesmo apds as etapas de selegdo e pre-
paragao dos dados, pode-se continuar com uma quantidade invidvel de dados para ser
submetida a um algoritmo de aprendizado na busca de padrdes, devido as limitagdes
desses algoritmos. Para resolver este problema, faz-se necessaria a selegio de amostras
representativas desses dados (Glymour, Madigan, Pregibon, & Smyth, 1997). Mesmo
tentando-se selecionar amostras representativas, o que se torna complicado em determi-
nados dominios, acaba-se descartando parte dos dados, 0 que pode ocasionar a perda de
conhecimento relevante, ou gerando diferentes bases de conhecimento (BC) a partir de di-
ferentes amostras dos dados. Portanto, torna-se importante uma integragio dos resultados
obtidos de diferentes amostras, de modo a “aproveitar” todo o conhecimento relevante que
foi extraido da base de dados. Por outro lado, com a mesma amostra, pode ser extraido
conhecimento utilizando diferentes algoritmos com diferentes bias?, e diferentes lingua-
gens de descrigdo de conceitos. Este é um dos grandes problemas em aberto referente ao

processo de Mineragéo de Dados.

Em geral, tarefas de Mineragao de Dados podem ser agrupadas em duas categorias:
descritivas e preditivas. A primeira descreve o conjunto de exemplos (também chamados
de casos ou dados) de uma maneira concisa e sumarizada, apresentando algumas proprie-
dades gerais dos dados; a segunda constréi uma hipétese fazendo inferéncias acerca dos
exemplos disponiveis, na tentativa de prever o comportamento de novos casos. (Quando o
objetivo € construir um modelo preditivo, existe um atributo, denominado atributo meta,

que atribui a cada exemplo uma categoria, a qual pode ser discreta ou continua. Quando

2 Bias é qualquer critério de preferéncia de uma hipdtese sobre outra, com excegao de consisténcia com
os dados.



o atributo meta assume valores discretos, tem-se um problema de classifica¢do e quando

é continuo tem-se um problema de regressao, foco deste trabalho.

Os métodos de regressao ja sdo estudados pela comunidade estatistica hé bastante
tempo. Porém, nas dreas de Aprendizado de Maquina e Minera¢do de Dados, a maio-
ria das pesquisas é voltada para os problemas de classificagdo, que sao mais comumente
encontrados na vida real do que problemas de regressio (Weiss & Indurkhya, 1995). Re-
centemente, as pesquisas tém se voltado também para problemas de regressao, ja que
muitos problemas sao desse tipo. Assim, a regressao em Mineragao de Dados preditiva é
uma questao pouco explorada dentro do processo de extragdo de conhecimento de bases
de dados, sendo de grande relevincia o estudo de métodos para a exploragio de tarefas

desse tipo.

Os métodos de regressao geram modelos® que expressam o conhecimento obtido em
diferentes formatos de representag@o. Dependendo dos objetivos a serem alcangados ao
final do processo de Mineragdo de Dados, a compreensibilidade dos modelos gerados é
considerada muito importante. A necessidade de modelos capazes de fornecerem solugtes
interpretaveis leva a utilizagio dos métodos de aprendizado simbdlico. Os métodos de
regressao simbdélicos, normalmente, induzem hipéteses no formato de regras e arvores de
regressao. As regras sdo diferentes das drvores, e mesmo as arvores geradas por diferen-
tes algoritmos sao geralmente distintas umas das outras. Desse modo, ao submeter um
conjunto de dados a vérios algoritmos de regressao, diferentes tipos de regressores sdo ob-
tidos. Com isso, torna-se diffcil avaliar o conhecimento extraido por diferentes algoritmos
porque a avaliagdo precisa ser feita de maneira diferente para cada algoritmo, uma vez
que cada modelo ¢ representado de uma forma diferenciada. Essa avaliagdo dos modelos

simbdlicos extraidos faz parte do pés-processamento do conhecimento.

O primeiro ponto que deve ser avaliado na etapa de pés-processamento é o desempenho
da predi¢io (ou precisdo) do modelo frente a novos exemplos. Além da precisdo, existem
ainda outros fatores que devem ser avaliados, como a compreensibilidade, que caracteriza
0 quio compreensivel esse modelo é ao usudrio, e o grau de interesse, que consiste em
verificar se o conhecimento obtido por esse modelo é novo ou ndo. Além disso, no caso de
ge tratar de um novo conhecimento, deve-se verificar se ele ¢ interessante e ttil para os

usuéarios do processo de Mineragao de Dados.

Alguns trabalhos vém sendo realizados no Laboratério de Inteligéncia Computacional
(LABIC)* do Instituto de Ciéncias Matematicas e de Computagio (ICMC) da USP Sao
Carlos em temas relacionados ao processo de Extragio de Conhecimento de Bases de Dados
e Textos e na construgdo de um ambiente computacional para extragao de conhecimento,
denominado DISCOVER.

30s modelos de regressio sio também conhecidos como regressores.
4http:/ /labic.icmc.usp.br/
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O objetivo do DISCOVER consiste em fornecer um ambiente integrado para apoiar as
etapas do processo de descoberta do conhecimento, oferecendo funcionalidades voltadas
para Aprendizado de Maquina e Mineragao de Dados e de Textos. Essas funcionalidades
sao baseadas em sintaxes padroes utilizadas para representar dados e conhecimento.

1.1 Objetivos e Principais Contribui¢ées

A extracao de padrGes e modelos de grandes bases de dados é feita utilizando-se varias
metodologias, técnicas e algoritmos de aprendizado. Entretanto, esses algoritmos traba-
lham bem em conjuntos relativamente pequenos de dados, de forma que o seu uso deve
ser adaptado para a nova realidade de grandes bases de dados. Além disso, outros as-
pectos devem ser considerados, como: (i) estudo de métodos para avaliagdo da precisao
e qualidade do conhecimento obtido a partir de uma ou mais amostras aplicadas a um
ou vérios algoritmos de aprendizado; (ii) avaliagdo do conhecimento extraido a partir da
utilizagdo de algoritmos de combinagio de regressores usados para melhorar a precisao
dos resultados, ou seja, analise do conhecimento contido na “caixa preta”; (iii) descoberta
de conhecimento que nao seja apenas correto, mas que também seja interpretavel e traga
novidades para os usudrios; e (iv) pesquisa de métodos para integragao de conhecimento

a partir de diferentes amostras e algoritmos.

Um ponto que merece ser destacado é a necessidade, em alguns casos, de se compre-
ender o porqué de um determinado valor ter sido escolhido frente aos demais, como por
exemplo, quando da aprovacdo ou nao de uma apdlice de seguros, na qual o cliente tem
por direito legal uma explicagido. Portanto, ndo basta utilizar o regressor como uma “caixa

preta’, tendo-se a necessidade de “abri-la” e investigar o seu contetido.

Assim, esta tese tem como objetivo principal propor e avaliar técnicas para pods-
processamento em Mineragao de Dados para problemas de regressdo. Para tanto nesta
tese é abordada a avaliagao do conhecimento extraido, a combinagdo de regressores € a

integracao de conhecimento.

As principais contribuigBes sdo: i) disponibilizagdo de diferentes métricas para ava-
liar o conhecimento de problemas de regressdo, inclusive com proposta e implementacao
de diferentes estratégias para o cédlculo dos valores da matriz de contingéncia para re-
gras de regressao; ii) exploragdo de métodos e algoritmos para combinagdo de regressores,
visando melhorar a precisdo dos modelos; iii) proposta de técnicas para integrar o conheci-
mento obtido e métricas que avaliem o desempenho da integragio do conhecimento obtido
com diferentes métodos e diferentes amostras; e iv) viabilizagio dos métodos para pés-
processamento de problemas de regressio no Ambiente DiSCOVER. Ressalta-se que essas
contribuicdes foram disponibilizadas no Ambiente REPPE (Regression Post-Processing



Environment) aqui proposto e desenvolvido.

Como citado, a majoria das pesquisas realizadas nas 4reas de Aprendizado de Mdquina
e Mineragio de Dados sdo voltadas para problemas de classificagdo. No DISCOVER, a
situagao nao é muito diferente. A maioria dos trabalhos ji desenvolvidos sdo voltados
para problemas desse tipo. Assim, o Ambiente REPPE, que é um ambiente computacional
para pds-processamento de regras de regressao, incrementa a potencialidade do DISCOVER

com relagéo & disponibilizagao de funcionalidades para tratar a tarefa de regressao.

1.2 Organizacido do Trabalho

Esta tese estd organizada da seguinte maneira. Neste capitulo foi apresentado o con-

texto em que se insere esta tese, bem como os abjetivos e algumas contribui¢des da mesma.

No Capitulo 2, é apresentada uma revisdo do processo de Mineragio de Dados, deta-

lhando as principais etapas desse processo.

No Capitulo 3, sgo definidos os problemas de regressdo, apresentando as definigdes,

formalizagoes e métodos existentes para tratar tarefas de regressao.

No Capitulo 4, é apresentado o Ambiente REPPE e suas funcionalidades, e como
ele esta integrado ao Ambiente DISCOVER. Além disso, também s3o relatados todos os
trabalhos desenvolvidos e em desenvolvimento do DISCOVER. Sdo também apresentadas
as sintaxes padrdo definidas e utilizadas no REPPE. bem como as bases de dados (BD) e

os algoritmos utilizados na realizagao dos experimentos.

As medidas de avaliagao, tanto as que utilizam a matriz de contingéncia para o calculo
quanto as que nao utilizam, sdo apresentadas no Capitulo 5. Nesse capitulo, também sdo
apresentadas as estratégias propostas para o cdlculo dos valores da matriz de contingéncia
para regras de regressao. Além disso, sdo realizados experimentos para validagao das

estratégias propostas.

No Capitulo 6, s&o relatadas as técnicas para combinagio de preditores, tanto homo-
géneos quanto heterogéneos. Ainda sao apresentados os algoritmos implementados para

combinagao de regressores, bem como os experimentos realizados.

No Capftulo 7, sdo apresentadas as abordagens utilizadas na integragdo de conheci-
mento para problemas de regressao, tanto os que visam a selegdo das melhores regras para
formar a nova base de conhecimento, quanto os que eliminam as piores regras (poda de
regras). Experimentos foram realizados nas duas linhas em vérias base de dados.

No Capitulo 8, sao apresentadas as conclusdes desta tese, as principais contribuigGes

e limitacoes, e as propostas de trabalhos futuros.

Por fim, sao apresentadas as referéncias bibliogréficas utilizadas nesta tese.



Capitulo

Minerac3o de Dados

evolugdo da computagio possibilitou um aumento na capacidade de proces-

samento e armazenamento de dados. A facilidade atual que uma aplicagao

clentifica e/ou comercial possui para gerar gigabytes ou terabytes de dados em

poucas horas excede em muito a capacidade de pesquisadores e analistas de mercado em

fazer analises sobre os mesmos.

Os aplicativos essencialmente utilizados para consultas (por exemplo, planilhas eletré-
nicas) foram projetados para gerar relatérios simplificados de atividades como: listar o
nimero de itens vendidos no dia, verificar estoques de vendas e desenhar gréficos da evolu-
¢do das vendas obtidas. Consultas dessa natureza sao capazes de satisfazer as necessidades

rotineiras de uma empresa.

Entretanto, atualmente os analistas de negécios precisam usar ferramentas capazes de
responder a perguntas complexas como: “qual produto de alta lucratividade venderia mais
com a promo¢io de um item de baixa lucratividade, analisando os dados dos tltimos dez
anos de vendas?”. Esse tipo de informacio pode ser fundamental para a sobrevivéncia de
uma empresa nos tempos de hoje. Dessa maneira, novas ferramentas de anélise e extragdo

de conhecimento devem ser usadas no processo decisério.

O Data Warehousing (DW) (Gardner, 1998) é considerado um dos primeiros passos
para tornar factivel a anélise de grande quantidade de dados no apoio ao processo deci-
sério. O objetivo bésico é criar um repositério, conhecido por Data Warehouse, que con-
tenha dados limpos, agregados e consolidados que possam ser analisados por ferramentas
OLAP (On-Line Analytical Processing). Essas ferramentas apresentam facilidades para a



realizagao de consultas complexas em bases de dados multidimensionais. As ferramentas
utilizadas para analisar um Data Warehouse, normalmente, s&o orientadas a consultas, ou
seja, séo dirigidas pelos usudrios, os quais possuem hipéteses que gostariam de comprovar
ou, simplesmente, executam consultas aleatérias. Essa abordagem dependente do usuario
pode impedir que padrdes escondidos nos dados sejam encontrados de forma “inteligente”,
uma vez que o usuério ndo terd condigoes de imaginar todas as possiveis relagoes e as-
sociagoes existentes em grande volume de dados. Por isso, faz-se necesséaria a utilizagao
de técnicas de anélise dirigidas por computador que possibilitem a extragao automéatica
(ou semi-automaética) de novos conhecimentos a partir de um grande repositério de dados
(Bradley, Fayyad, & Mangasarian, 1998).

Diante da deficiéncia para analisar e compreender grande volume de dados, diversos
estudos tém sido direcionados ao desenvolvimento de tecnologias de extragao automatica
de conhecimento de bases de dados. Esse campo de pesquisa é chamado de Extragio de
Conhecimento de Base de Dados, geralmente referenciado na literatura como Knowledge
Discovery in Database (KDD), Data Mining (DM) ou Mineragao de Dados (MD). Alguns
autores consideram os termos KDD e MD distintos, sendo MD uma fase no processo
do KDD (Fayyad, Piatetsky-Shapiro, & Smyth, 1996b). Entretanto, neste trabalho, os
termos KDD e MD serdo tratados indistintamente referenciando o processo de extrair

conhecimento a partir de dados.

O processo de Extragdo de Conhecimento de Bases de Dados tem o objetivo de en-
contrar conhecimento a partir de um conjunto de dados para ser utilizade em um pro-
cesso decisério. Portanto, um requisito importante é que esse conhecimento descoberto
seja compreensivel por humanos, além de Gtil e interessante para os usudrios finais do
processo, de forma que fornega suporte a esses usudrios na tomada de decisdo (Fayyad,
Piatetsky-Shapiro, & Smyth, 1996a; Freitas, 1998b). A Mineragéao de Dados é uma é4rea
multidisciplinar que incorpora técnicas utilizadas em diversas 4reas como Base de Dados,
Inteligéncia Artificial e Estatistica. Por isso, as técnicas utilizadas em MD nao devem ser
vistas como substitutas de outras formas de anélises (por exemplo, OLAP), mas como
praticas para melhorar os resultados das exploragdes feitas com as ferramentas atualmente

usadas.

A defini¢éo aceita por diversos pesquisadores de MD foi elaborada por Fayyad, Piatetsky-
Shapiro, & Smyth (1996a) como sendo: “Extragao de Conhecimento de Base de Dados é
o processo de identificag@o de padrdes vélidos, novos, potencialmente titeis e compreensi-
veis embutidos nos dados”. Para compreender melhor o conteddo dessa definigo, deve-se

olhar individualmente cada componente da mesma:

Dados Conjunto de fatos ou casos em um repositério de dados. Por exemplo, os dados

correspondem aos valores dos campos de um registro de vendas em uma base de
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dados qualquer;

Padrbes Denota alguma abstragdo de um subconjunto dos dados em alguma linguagem

descritiva de conceitos;

Processo A Extracéo de Conhecimento de Base de Dados envolve diversas etapas como

a preparagio dos dados, busca por padroes e avaliagdo do conhecimento;

Véalidos Os padrdes descobertos devem possuir algum grau de certeza, ou seja, devem
satisfazer fungBes ou limiares que garantam que os exemplos cobertos e os casos

relacionados ao padrao encontrado sejam aceitdveis;

Novos Um padrao encontrado deve fornecer novas informacoes sobre os dados. O grau
de novidade serve para determinar quao novo ou inédito é um padrao. Pode ser
medido por meio de comparages entre as mudangas ocorridas nos dados ou no

conhecimento anterior;
Uteis Os padrdes descobertos devem ser incorporados e utilizados;

Compreensiveis Um dos objetivos de realizar MD é encontrar padroes descritos em al-
guma linguagem que possa ser compreendida pelos usuirios permitindo uma anélise

mais profunda dos dados;

Conhecimento O conhecimento é definido em termos dependentes do dominio que estao
relacionados fortemente com medidas de utilidade, originalidade e compreenséo.

Todo o processo de MD é orientado em fungao de seu dominio de aplicagao e dos
repositérios de dados inerentes aos mesmos. Para usar os dados é necessario que eles

estejam estruturados de forma a serem consultados e analisados adequadamente.

2.1 O Processo de Mineracdo de Dados

Existem diversas abordagens para a diviséo das etapas do processo de Extracao de Co-
nhecimento de Bases de Dados. Inicialmente, foi proposto em Fayyad (1996) uma diviséo
do processo em nove etapas. J4 em Weiss & Indurkhya (1998), essa divisdo é composta
por apenas quatro etapas. No entanto, neste capitulo é considerada a divisdo do processo
em trés grandes etapas: pré-processamento, extragdo de padrdes e pés-processamento
(Rezende, Pugliesi, Melanda, & Paula, 2003). Foram incluidas nessa divisdo uma fase
anterior ao processo de Mineragio de Dados, que se refere a identificagio do problema e
conhecimento do dominio, e uma fase posterior ao processo, que se refere a utilizacao do
conhecimento obtido. Observa-se que normalmente esse processo € iterativo. A Figura 2.1

tlustra essas etapas.



Pré-Processamento
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ao de Padroes

Conhecimento
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Utilizagdo do
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Figura 2.1: Etapas do processo de Mineragao de Dados (Rezende, Pugliesi, Melanda, &
Paula, 2003).

O processo de MD é centrado na interagéo entre as diversas classes de usudrios, e
o seu sucesso depende, em parte, dessa interagdo. Os usuérios do processo podem ser
divididos em trés classes: especialista do dominio, que deve possuir amplo conhecimento
do dominio da aplicagao e deve fornecer apoio para a execugao do processo; analista, que
deve conhecer profundamente as etapas que compdem o processo de Mineragao de Dados
e ser responsavel por sua execugdo, e usuario final, que repregenta a classe de usuarios que
utiliza o conhecimento extraido no processo para auxilid-lo em um processo de tomada de

decisdo.

E importante ressaltar que pode haver situagbes em que o especialista do dominio
também é o usuério final, ou que este auxilie ou execute fungdes pertinentes ao analista.
Entretanto, é pouco provavel que o analista encontre conhecimento 0til a partir dos dados
sem a opinido do especialista sobre o que é considerado interessante em um dominio de

aplicagio especifico.
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2.1.1 lIdentificagcdo do Problema

O estudo do dominio da aplicagao e a definigao de objetivos e metas a serem alcangadas
no processo de Mineracao de Dados sao identificados nesta etapa.

O sucesso do processo de Mineragao de Dados depende, em parte, da participagio dos
especialistas do dominio da aplicagéo no fornecimento de conhecimento sobre o dominio
e apoio aos analistas em sua tarefa de encontrar os padrdes. Assim, antes do inicio das
tarefas do processo é imprescindivel a realizagio de um estudo a fim de adquirir um
conhecimento inicial do domfinio (Fayyad, Piatetsky-Shapiro, & Smyth, 1996b).

Algumas questdes importantes devem ser respondidas nessa etapa de identifica¢do do

problema, como:

e (Quais sd0 as principais metas do processo?

Quais critérios de desempenho sfo importantes?

O conhecimento extraido deve ser compreensivel a seres humanos ou um modelo do

tipo “caixa preta” € apropriado?

Qual deve ser a relagao entre simplicidade e precisdo do conhecimento extraido?

Além dessa anélise inicial para definicdo das principais metas, objetivos e restrigoes,
o conthecimento sobre o dominio fornece um subsidio para todas as etapas do processo de
Mineragio de Dados. Mais especificamente, na etapa de pré-processamento, esse conhe-
cimento pode ajudar os analistas na escolha do melhor conjunto de dados para realizar
a extragdo de padrdes, e saber os valores vélidos para os atributos, os critérios de prefe-
réncia entre os possfveis atributos, as restrigoes de relacionamento ou as informacoes para

geragio de novos atributos.

Na etapa de Extragio de Padrdes, o conhecimento sobre o dominio pode ajudar os
analistas na escolha de um critério de preferéncia entre os modelos gerados, no ajuste dos
pardmetros do processo de indugfo, ou mesmo na geragio de um conhecimento inicial
a ser fornecido como entrada do algoritmo de mineragdo para aumentar a eficiéncia no

aprendizado dos conceitos e melhorar a precisao ou a compreensibilidade do modelo final.

Na etapa de pés-processamento, 0 conhecimento extraido pelos algoritmos de Extragao
de Padrdes deve ser avaliado. Alguns critérios de avaliagio utilizam o conhecimento do
especialista para saber, por exemplo, se o conhecimento extraido ¢ interessante ao usudrio
(Piatetsky-Shapiro & Matheus, 1994; Liu & Hsu, 1596; Hilderman & Hamilton, 2001).

Entender o dominio dos dados é naturalmente um pré-requisito para extrair algo ttil:

o usuério final deve ter algum grau de entendimento sobre a &rea de aplicagdo antes
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de qualquer informacao valiosa ser obtida. Por outro lado, se existem especialistas com
profundo conhecimento sobre dominio, a obtengdo de um novo conhecimento com o uso
de ferramentas semi-automaticas se torna mais dificil. Esse pode ser o caso em dominios
bastante estdveis, no qual os seres humanos tiveram tempo para adquirir o conhecimento
especializado em detalhes. Um exemplo ocorre em algumas 4reas de venda em que os
produtos e os clientes sd0 0s mesmos por um longo periodo de tempo. As Adreas mais
promissoras para Mineragao de Dados parecem ser aquelas nas quais as propriedades reais
dos dados mudam, e existem especialistas com conhecimentos genéricos abrangentes, como
no caso da irea de telecomunicages, na qual os operadores das redes tém uma idéia geral
das caracteristicas dos sistemas. Porém, mudangas em equipamentos e softwares implicam

que novos especialistas sejam encontrados, o que pode ser um tarefa dificil.

2.1.2 Pré-Processamento

Normalmente, os dados disponfveis para andlise nao estdo em um formato adequado
para a Extracdo de Conhecimento. Além disso, em razd@o de limitagbes de meméria ou
tempo de processamento, muitas vezes nao é possivel a aplicacao direta dos algoritmos de
extracao de padroes aos dados. Dessa maneira, torna-se necessaria a aplicagao de métodos
para tratamento, limpeza e reduc¢ao do volume de dados antes de iniciar a etapa de Ex-
tracao de Padroes. B importante salientar que a execugao das transformagoes deve ser
guiada pelos objetivos do processo de extracao a fim de que o conjunto de dados gerado
apresente as caracteristicas necessdrias para que os objetivos sejam cumpridos {Batista,
2003)

Diversas transformagdes nos dados podem ser executadas na etapa de pré-processa-
mento, entre elas: Extragdo e Integragdo, Transformacgo, Limpeza, Selegao e Redugéo de
Dados.

Os dados disponiveis podem estar em diferentes formatos, como arquivos-texto, arqui-
vos no formato de planilhas, Banco de Dados ou Date Warehouse. Assim, é necessaria a
obtencgao desses dados e sua unificaggdo, formando uma tinica fonte de dados no formato

atributo-valor, que ser4 utilizada como entrada para o algoritmo de Extracio de Padroes.

Apbs a extragdo e integragao dos dados, estes devem ser adequados para serem uti-
lizados nos algoritmos de extragio de padroes. Algumas transformactes comuns que
podem ser aplicadas aos dados sdo: resumo, por exemplo, quando dados sobre vendas sdo
agrupados para formar resumos diarios; transformagao de tipo, por exemplo, quando um
atributo do tipo data é transformado em um outro tipo para que o algoritmo de Extracao
de Padrdes possa utilizd-lo mais adequadamente; e normalizagdo de atributos continuos,
colocando seus valores em intervalos definidos, por exemplo, entre 0 ¢ 1. As transfor-

magoes de dados sdo extremamente importantes em alguns dominios, por exemplo, em
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aplicagoes que envolvem séries temporais como predigoes no mercado financeiro.

Os dados disponiveis para aplicagdo dos algoritmos de Extracido de Padroes podem
apresentar problemas advindos do processo de coleta. Esses problemas podem ser erros
de digitacéo ou erro na leitura dos dados pelos sensores. Como o resultado do processo de
extracdo possivelmente sera utilizado em um processo de tomada de deciséo, a qualidade
dos dados é um fator extremamente importante. Por isso, técnicas de limpeza devem ser

aplicadas aos dados a fim de garantir sua qualidade.

A limpeza dos dados pode ser realizada utilizando o conhecimento do domfnio. Por
exemplo, pode-se encontrar registros com valor invilido em algum atributo, granularidade
incorreta ou exemplos errdneos. Pode-se também efetuar alguma limpeza independente
de dominio, como decisdo da estratégia de tratamento de atributos incompletos, remocao
de rufdo e tratamento de conjunto de exemplos ndo balanceados (Batista, Carvalho, &
Monard, 2000).

O nimero de exemplos e de atributos disponiveis para andlise pode inviabilizar a
utilizagio de algoritmos de Extraciao de Padroes. Como solugéo para este problema, pode
ser necesséria a aplicagdo de métodos para reducdo dos dados antes de iniciar a busca
pelos padrdes. Essa reducdo pode ser feita de trés maneiras (Weiss & Indurkhya, 1998):

¢ redugao do nimero de exemplos;
¢ redugao do nimero de atributos;

e reducao do nimero de valores de um atributo.

A redugao do nimero de exemplos deve ser feita a fim de manter as caracteristicas do
conjunto de dados original, isto é, por meio da geracao de amostras representativas dos
dados (Glymour, Madigan, Pregibon, & Smyth, 1997). A abordagem mais utilizada para
reduciio do nimero de exemplos é a amostragem aleatdria (Weiss & Indurkhya, 1998),

pois este método tende a produzir amostras representativas.

Se a amostra nao for representativa, ou se a quantidade de exemplos for insuficiente
para caracterizar os padroes embutidos nos dados, os modelos encontrados podem nao
representar a realidade, ndo tendo, portanto, valor. Além disso, com uma quantidade
relativamente pequena de exemplos, pode ocorrer owerfitting, isto é, o modelo gerado
pode “decorar” os dados do conjunto de treinamento, néo se adequando aos novos exemplos
(Fayyad, 1996).

A reducdo do nimero de atributos pode ser utilizada para reduzir o espago de busca
pela solugio. O objetivo é selecionar um subconjunto dos atributos existentes de forma
que isto ndo tenha grande impacto na qualidade da solugéo final. Essa redugéo pode ser

realizada com o apoio do especialista do dominio, uma vez que, ao remover um atributo

13



potencialmente 1dtil para o modelo final, a qualidade do conhecimento extraido pode di-
minuir consideravelmente. Além disso, por nao se saber inicialmente quais atributos serao
importantes para atingir os objetivos, deve-se remover somente aqueles atributos que, com

certeza, nao tém nenhuma importancia para o modelo final.

Qutra maneira de reduzir o nimero de atributos pode ser por meio de indugao cons-
trutiva, na qual um novo atributo é criado a partir do valor de outros. Caso os atributos
originais utilizados na construgao do novo atributo nao estejam presentes em um novo
modelo, eles podem ser descartados, reduzindo assim o nimero de atributos. A utilizagao
de inducao construtiva pode aumentar consideravelmente a qualidade do conhecimento
extraido (Lee, 2000).

A terceira forma de reducgido dos dados consiste na redugio do niimero de valores de
um atributo. Isso é feito, geralmente, por discretizagao ou suavizagio dos valores de um

atributo continuo.

Discretizagio de um atributo consiste na substituigdo de um atributo continuo (inteiro
ou real) por um atributo discreto, por meio do agrupamento de seus valores. Essencial-
mente, um algoritmo de discretizagao aceita como entrada os valores de um atributo
continuo e gera como saida uma pequena lista de intervalos ordenados. Cada intervalo
é representado na forma [Vinferior ! Viuperor), de modo que Vinferior © Veuperior 880, res-
pectivamente, os limites inferior e superior do intervalo. Os métodos de discretizagao
podem ser classificados em supervisionados ou ndo-supervisionados, locais ou globais, e
parametrizados ou nao-parametrizados (Félix, Rezende, Monard, & Caulkins, 2000).

Na suavizagao dos valores de um atributo, o objetivo é diminuir o niimero de valores
do mesmo sem discretiza-lo. Nesse método, os valores de um determinado atributo sao
agrupados mas, ao contrario da discretizagao, cada grupo de valores é substituido por um
valor numeérico que o represente. Esse novo valor pode ser a média, a mediana ou mesmo
os valores de borda de cada grupo {Weiss & Indurkhya, 1998).

As transformacées descritas devem ser realizadas criteriosamente e com o devido cui-
dado, uma vez que é fundamental garantir que as informagoes presentes nos dados brutos
continuem presentes nas amostras geradas, para que os modelos finais representem a re-
alidade dos dados brutos.

A etapa de pré-processamento é realizada antes da Extracio de Padroes. Mas, como
Mineragao de Dados é um processo iterativo, algumas atividades de pré-processamento
podem ser realizadas novamente apés a andlise dos padrdes encontrados na etapa de
Extracio de PadrGes. Por exemplo, pode-se desejar acrescentar algum atributo, reduzir ou
aumentar o volume de dados, fazer uma outra transformagao no tipo de algum atributo,
para que o indutor possa utilizd-lo de forma mais eficiente, e melhorar a qualidade do
conhecimento extraido.
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2.1.3 Extragdo de Padrbes

A etapa de Extracido de Padroes é direcionada ao cumprimento dos objetivos defini-
dos na Identificacao do Problema. Nesta etapa é realizada a escolha, a configuracdo e 2
execu¢do de um ou mais algoritmos para extragdo de conhecimento. Como esta etapa é
iterativa, pode ser necessdrio que ela seja executada diversas vezes para ajustar o conjunto
de pardmetros visando a obtencdo de resultados mais adequados aos objetivos preestabe-
lecidos. Ajustes podem ser necessarios, por exemplo, para a melhoria da precisao ou da

compreensibilidade do conhecimento extraido.

A etapa de Extrag@o de Padroes compreende a escolha da tarefa de Mineracgdo de
Dados a ser empregada, a escolha do algoritmo e a extraggdo dos padroes propriamente
dita.

Escolha da Tarefa

Com o grande numero de sistemas de Mineragdo de Dados desenvolvidos para os
mais diferentes dominios, a variedade de tarefas para MD vem se tornando cada vez
mais diversificada. Essas tarefas podem extrair diferentes tipos de conhecimento, sendo
necessdrio decidir j4 no inicio do processo de MD qual o tipo de conhecimento que o
algoritmo deve extrair. A escolha da tarefa é feita de acordo com os objetivos desejaveis
para a solugdo a ser encontrada. As tarefas possiveis de um algoritmo de Extragao de
Padrdes podem ser agrupadas em atividades preditivas e descritivas, como ilustrado na
Figura 2.2.

Figura 2.2: Tarefas de Mineracdo de Dados.

Atividades de predicdo, ou Mineragao de Dados preditivo, consistem na generalizagéo
de exemplos ou experiéncias passadas com respostas conhecidas em uma linguagem capaz



de reconhecer a classe de um novo exemplo. Os dois principais tipos de tarefas para
predicio sdo classificagiio e regressio. A classificagio consiste na predigio de um valor
categérico como, por exemplo, predizer se o cliente é bom ou mau pagador. Na regressao,
o atributo a ser predito consiste em um valor continuo como, por exemplo, predizer o

lucro ou a perda em um empréstimo.

A tarefa de classificagao é uma funcio de aprendizado que mapeia dados de entrada,
ou conjuntos de dados de entrada, em um nimero finito de categorias. Nela, cada exemplo
pertence a uma classe, entre um conjunto predefinido de classes. Os exemplos consistem
de um conjunto de atributos e um atributo-classe discreto. O objetivo de um algoritmo de
classificagao é encontrar algum relacionamento entre os atributos e uma classe, de modo
que o processo de classificagio possa usar esse relacionamento para predizer a classe de

um exemplo novo e desconhecido.

A tarefa de regressdo é conceitualmente similar a de classificagdo. A principal diferenca

é que o atributo a ser predito é continuo em vez de discreto.

Atividades de descri¢ho, ou Mineragao de Dados descritivo, consistem na identificagao
de comportamentos intrinsecos do conjunto de dados, sendo que estes dados ndo pos-
suem uma classe especificada. Algumas das tarefas de descrigao sdo clustering, regras de

associagho e sumarizagao.

Clustering procura identificar um conjunto finito de clusters, ou agrupamentos, a partir
dos dados. Isso é feito, geralmente, de maneira que exemplos com valores de atributos
similares s3o agrupados em um mesmo cluster. De forma geral, uma regra de associagio
caracteriza o quanto a presenca de um conjunto de atributos nos registros de uma base
de dados implica a presenga de algum outro conjunto distinto de atributos nos mesmos
registros (Agrawal & Srikant, 1994). J4 a sumarizagio envolve métodos para encontrar
uma descricio compacta para um subconjunto de dados. Um exemplo de sumarizagao é a
defini¢io da média e do desvio padrio de todos os campos. Os métodos mais sofisticados

envolvemn a derivagio de regras resumidas e técnicas de visualizagao (Fayyad, 1996).

As atividades de predigao envolvem o uso dos atributos de um conjunto de dados para
prever o valor futuro da varidvel meta, ou seja, essas atividades visam principalmente a
tomada de decises. J4 as atividades de descri¢io procuram padroes interpretaveis pelos
humanos que descrevem os dados antes de realizar a previsao. Essa tarefa visa o suporte
a decisdo.

Uma vez eleita a tarefa a ser empregada, existe uma variedade de algoritmos para
executd-la. A selecdo do algoritmo de extracio e a posterior configuragio de seus paré-

metros também sao realizadas nesta etapa.
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Escolha do Algoritmo

A escolha do algoritmo é realizada de forma subordinada & linguagem de representagao
dos padrdes a serem encontrados. Podem-se utilizar algoritmos indutores de arvores de
decisdo ou regras de produgdo, por exemplo, se o objetivo é realizar uma predigao. Entre os
tipos mais frequentes de representagio de padrdes, destacam-se: arvores de decisao, regras
de produgao, modelos lineares, modelos ndo-lineares {Redes Neurais Artificiais), modelos
baseados em exemplos {K-Nearest Neighbor (KNN), Raciocinio Baseado em Casos) e
modelos de dependéncia probabilistica (Redes Bayesianas).

Um aspecto que merece atengio é a complexidade da solugao encontrada pelo algoritmo
de extragdo. A complexidade da solugdo estéd diretamente relacionada com a capacidade
de representagdo do conceito embutido nos dados. O problema é que, quando os pardme-
tros do algoritmo estdo ajustados para encontrar solugdes mais complexas que o conceito
efetivamente existente nos dados, o modelo resultante poderé ter uma preciséo boa para
o conjunto de treinamento, mas um desempenho ruim para novos exemplos. Diz-se entdo
que o modelo é especifico para o conjunto de treinamento, ocorrendo overfitting (Mitchell,
1997).

Por outro lado, se a solugao que estd sendo buscada ndo for suficiente para adequar
o conceito representado nos dados, por exemplo, ao se definir um ndmero insuficiente de
neurdnios para uma Rede Neural ou um fator de poda muito alto na gerago de uma
arvore de decisfo, o modelo induzido pode néo ser representativo. Isto é o que se chama
de underfitting (Mitchell, 1997). Nesse caso, é provavel que o modelo encontrado néo
tenha bom desempenho nem nos exemplos disponiveis para o treinamento nem para novos
exemplos.

Portanto, a configuragio dos parAmetros do algoritmo deve ser feita de forma bastante
criteriosa. Em (Kearns & Vazirani, 1994) ¢ fornecida uma sugestfo para escolher uma
determinada fungéio: o modelo mais apropriado é aquele mais simples que seja consistente
com todas as observagbes. Normalmente, solugbes mais complexas s@o preferidas por
pesquisadores, enquanto os praticos tendem a preferir modelos mais simples em virtude
de sua fdcil interpretagéo (Fayyad, 1996).

Em (Kohavi, Sommerfield, & Dougherty, 1996) é mostrado experimentalmente que
ndo existe um tnico bom algoritmo para todas as tarefas de Mineragdo de Dados. Por
isso, a escolha de vérios algoritmos para realizar a tarefa desejada pode ser feita, levando
a obtencdo de diversos modelos que, na etapa de pds-processamento, sfio tratados para

fornecer o conjunto de padroes mais adequado ao usuério final.
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Extragdo dos Padrbes

A extracdo dos padroes propriamente dita consiste da aplicagao dos algoritmos de
mineracao escolhidos para a Extragio dos Padrdes embutidos nos dados. E importante
ressaltar que dependendo da fungio escolhida pode ser necessaria a execugao desses algo-

ritmos diversas vezes.

Técnicas de combinagao de preditores tém sido pesquisadas com o objetivo de construir
um preditor mais preciso pela combinagao de vérios outros. O resultado dessa combinagao
é chamado de ensemble. A utilizagio de ensembles tem obtido melhores resultados que a
utilizagio de um nica preditor (Dietterich, 2000a; Breiman, 2000b).

Estas técnicas podem ser divididas em combinagéo de preditores homogéneos ou hete-
rogéneos. Na combinagao de preditores homogéneos, um mesmo algoritmo de aprendizado
¢ aplicado a diversas amostras de dados. Na combinagao de preditores heterogéneos, uma

mesma. amostra de dados é submetida a diversos algoritmos de aprendizado.

Outro aspecto importante é que com o objetivo de fazer uma avaliagao mais precisa
da taxa de erro de um preditor, métodos de resampling tém sido normalmente utilizados

na extracéo dos padroes.

A disponibilizagao do conjunto de padroes extraidos nesta etapa ao usuério ou a sua
incorporagdo a um Sistema Inteligente ocorre apés a andlise e/ou o processamento dos
padroes na etapa de pés-processamento.

2.1.4 Pdés-Processamento

A obtengao do conhecimento nao é o passo final do processo de Extraciao de Conhe-
cimento de Bases de Dados. O conhecimento extraido pode ser utilizado na resolugao de
problemas da vida real, seja por meio de um Sistema Inteligente ou de um ser humano
como apoio a algum processo de tomada de decisdo. Para isso é importante que algumas

questdes sejam respondidas aos usudrios (Liu & Hsu, 1996):

¢ O conhecimento extraido representa o conhecimento do especialista?
¢ De que maneira o conhecimento do especialista difere do conhecimento extraido?

¢ Em que parte o conhecimento do especialista estd correto?

Os algoritmos utilizados para a extragio dos padrdes podem gerar uma quantidade
enorme de padroes, muitos dos quais podem nao ser importantes, relevantes ou interessan-
tes para o usudrio. Fornecer ao usudrio uma grande quantidade de padrdes descobertos
nao é produtivo pois, normalmente, ele procura uma pequena lista de padroes interessan-
tes. Portanto, é de vital importancia desenvolver algumas técnicas de apoio no sentido
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de fornecer aos usudrios apenas os padrdes mais interessantes (Silberschatz & Tuzhilin,
1995).

Diversas medidas para avaliaggo de conhecimento tém sido pesquisadas com a finali-
dade de auxiliar 0 usudrio no entendimento e na utilizagdo do conhecimento adquirido.
Estas medidas podem ser divididas em medidas de desempenho e medidas de qualidade.

Desempenho pode ser visto como um conjunto de caracteristicas ou de possibilidades
de atuacéo de um processo. Algumas medidas de desempenho sao preciséo, erro, confianca
negativa, sensitividade, especificidade, cobertura, suporte, satisfagao, velocidade, tempo
de aprendizado, etc. (Lavrae, Flach, & Zupan, 1999).

Jé a qualidade € uma medida que permite avaliar e, consequentemente, aprovar, aceitar
ou recusar o conhecimento obtido, visto que um dos objetivos principais do processo
de Mineragao de Dados é que 0 usudrio possa compreender e utilizar o conhecimento
descoberto. Entretanto, podem ocorrer casos em que os modelos sao muito complexos ou
nfo fazem sentido para os especialistas (Pazzani, 2000a; Pazzani, Mani, & Shankle, 1997).
Assim, a compreensibilidade do conhecimento extraido é um aspecto bastante importante

para 0 processo de Mineragdo de Dados.

A compreensibilidade de um dado conjunto de regras estd relacionada com a facilidade
de interpretagio dessas regras por um ser humano., A compreensibilidade de um modelo
pode ser estimada, por exemplo, pelo niimero de regras e o nimero de condigbes por regra.
Nesse caso, quanto menor a quantidade de regras de um dado modelo € menor o numero
de condi¢Bes por regra, maior serd a compreensibilidade das regras descobertas (Fertig,
Freitas, Arruda, & Kaestner, 1999). Em (Pazzani, 2000a; Pazzani, Mani, & Shankle,
1997) é discutido que outros fatores, além do tamanho do modelo, sao importantes na
determinagio da compreensibilidade de um conhecimento. Um fator citado € que os usua-
rios especialistas possuem tendéncia a compreender melhor modelos que nao contradizem

seu conhecimento prévio.

O grau de interesse é uma maneira de avaliar a qualidade tentando estimar o quanto
de conhecimento interessante (ou inesperado) existe e deve combinar fatores numa me-
dida que reflita como o especialista julga o padrdo (Piatetsky-Shapiro & Matheus, 1994).
As medidas de grau de interesse estdo baseadas em vérios aspectos, principalmente na
utilidade que as regras representam para o usuario final do processo de Extragdo de
Conhecimento (Dong & Li, 1998). Estas medidas podem ser divididas em objetivas e
subjetivas (Silberschatz & Tuzhilin, 1995; Piatetsky-Shapiro & Matheus, 1994; Freitas,
1998a).

Medidas objetivas sio aquelas que estdo relacionadas somente com a estrutura dos
padrdes e do conjunto de dados. Elas no levam em consideracéo fatores especificos do

usuério nem do conhecimento do dominio para avaliar um padrdo. Algumas medidas
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objetivas de grau de interesse sao: modelos de regras, cobertura de regras minimas, custo

da. classificagao incorreta e tamanho do disjunto.

Como diferentes usudrios finais do processo de Extragao de Conhecimento podem ter
diferentes graus de interesse para um determinado padrao, medidas subjetivas sao neces-
sérias. Essas medidas consideram que fatores especificos do conhecimento do dominio e de
interesse do usuario devem ser tratados ao selecionar um conjunto de regras interessantes
ao usuédrio. Algumas medidas subjetivas s8o inesperabilidade e utilidade (Silberschatz &
Tuzhilin, 1995).

Em um ambiente para avaliagao de conhecimento, aspectos objetivos do grau de inte-
resse podem ser utilizados como um primeiro filtro para selecionar regras potencialmente
interessantes ao usuério. Os aspectos subjetivos podem ser utilizados como um filtro final

para selecionar regras realmente interessantes.

Apés a anilise do conhecimento, caso este nao seja de interesse do usuario final ou nao
cumpra com os objetivos propostos, o processo de extragao pode ser repetido ajustando-
se os parametros ou melhorando o processo de escolha dos dados para a obtengio de

resultados melhores em uma préxima iteracao.

2.2 Técnicas e Ferramentas Usadas em Mineracdo de Dados

Uma parte importante de MD s&o as técnicas e os algoritmos empregados na Mineragio
de Dados. Sdo vérias as técnicas que podem ser usadas nesse processo, entre elas Analise
Estatistica, Aprendizado de Méquina, Algoritmos Genéticos e Redes Neurais.

E importante notar que as técnicas descrevemn um paradigma de extragio de conhe-
cimento e varios algoritmos podem seguir esse paradigma. Por exemplo, o aprendizado
simbdlico que gera regras de decisdo, muito utilizadas para extragdo de conhecimento,
pode ser realizado utilizando diferentes algoritmos, como C4.5 rules (Quinlan, 1993) e
CN?2 (Clark & Niblett, 1989).

Entre as técnicas mais utilizadas em Mineragao de Dados estao as regras e arvores de
decis@o, as Redes Neurais que apesar de nao gerarem conhecimento explicito sio bastante
empregadas para diversas tarefas de Mineragao de Dados, aplicagbes de Algoritmos Ge-
néticos que fazem parte da computagdo evolutiva, e Ldgica Fuzzy. A combinacio dessas
técnicas, que constitui os Sistemas Hibridos também tem obtido éxito na Mineragao de
Dados.

O progresso da 4rea de Mineragio de Dados e sua utilizagio nos mais variados dominios
e organizagoes tém motivado o desenvolvimento de diversas ferramentas comerciais além
da elaboracido de muitos protétipos de pesquisa. O processo de Mineragdo de Dados é
facilitado consideravelmente se for usada uma ferramenta que oferega suporte para uma
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variedade de técnicas, com diferentes algoritmos disponiveis e voltadas para varias tarefas

de Mineragao de Dados.

() desenvolvimento de ferramentas comerciais de Mineragao de Dados tem como ob-
jetivo principal fornecer aocs tomadores de decisdo das organizagOes, que so usudrios
geralmente nao especialistas em Mineragao de Dados, ferramentas intuitivas e amigdveis.
E interessante que estas ferramentas oferecam suporte ds vérias etapas do processo de

Mineragao de Dados assim como disponibilizem apoio para diversas técnicas e tarefas.

Inimeras universidades e laboratérios de pesquisa tém direcionado seus projetos para
o desenvolvimento de protdtipos de ferramentas de MD com funcionalidades inovadoras.
De acordo com essas funcionalidades esses protétipos podem ser agrupados nas seguintes
categorias (Thuraisingham, 1999):

Novos Modelos Funcionais Essencialmente, na maioria destes projetos, o objetivo é
integrar métodos de Minera¢ao de Dados com o gerenciamento de Banco de Dados.
A idéia principal desses trabalhos é desenvolver novas técnicas para otimizar as

consultas e permitir um melhor suporte aos métodos de Mineragao de Dados.

Tratamento de Novos Tipos de Dados O tratamento de diferentes tipos de dados,
como dados multimidia, é o objetivo dos protétipos pertencentes a esta categoria.
Além de ferramentas que tratam dados multimidia, também pertencem a esta cate-
goria as ferramentas que apoiam o processo de Mineragéo de Textos (Baeza-Yates
& B., 1999; Habn & Mani, 2000, Vasileios, Gravano, & Maganti, 2000).

Escalabilidade Com o desenvolvimento da tecnologia de armazenamento, o volume de
dados disponivel para andlise tem crescido exponencialmente. Dessa maneira, di-
versos projetos de pesquisa tém sido desenvolvidos com o objetivo de tratar grandes
bases de dados. Alguns trabalhos que tratam da escalabilidade dos algoritmos de

extragio de conhecimento estdo sendo desenvolvidos.

Compreensibilidade dos Resultados U outro problema identificado no final do pro-
cesso de Mineragdo de Dados ¢ a compreensibilidade do resultado obtido. Os padrdes
extraidos pelos algoritmos podem ser muito complexos ou néao fazerem sentido para
os usuarios do processo de extragio de conhecimento, dificultando sua compreensao.
A visualizagio dos padrdes extraidos tem sido utilizada em muitos projetos como

principal técnica para auxiliar a sua compreensao.

O foco principal desta tese ests relacionado com o projeto e desenvolvimento de um
ambiente, com funcionalidades para o pés-processamento de conhecimento, que é inovador

para tarefas de regressao.
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2.3 Consideragées Finais

Neste capitulo foi apresentada uma visao geral do processo de Mineragao de Dados,
bem como uma descrigao das etapas que compoe esse processo. O processo de MD apre-
senta dois tipos de atividades principais: a predi¢éo e a descrigao. Na predigao, os exem-
plos fornecidos possuem um rétulo associado, € o objetivo é predizer o valor do rétulo
de novos exemplos nio rotulados. Dependendo dos valores que esses rétulos assumem, o

problema é denominado de classificagio (categdrico) ou regresséo (numérico).

Visando apoiar o processo de MD, estd sendo desenvolvido em nosso laboratério o
Ambiente DISCOVER, do qual faz parte o Ambiente REPPE desenvolvido neste trabalho
de doutorado e voltado para mineragéo de problemas de regressao. Ambos os ambientes

sa0 descritos no Capitulo 4.

O foco principal desta tese é em Mineragio de Dados para problemas de regresséo,
que tem como objetivo encontrar uma relagéo entre um conjunto de atributos de entrada
e um atributo meta continuo. Existem varios métodos para se realizar uma tarefa de
regressao, que geram modelos em diferentes formatos. Esses métodos, bem como os tipos

de modelos gerados, sao descritos no préximo capitulo.
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Capitulo

Regressao

¢ regressio é também conhecida por predigao funcional, predigado de valor real,
. / ' fungio de aproximagdo, ou ainda, aprendizado de classes continuas (Uysal &
» kK Givenir, 1999).

Por exemplo, suponha que se deseja predizer a porcentagem de gordura que uma pessoa
possui no corpo. Fornecidos exemplos contendo algumas caracteristicas de pessoas como:
sexo, idade, peso e altura, mais a taxa de gordura (atributo meta}, o objetivo da regressdo
é predizer a porcentagem de gordura do corpo de outras pessoas baseado nesses exemplos.

Outro caso seria tentar predizer quantos carros passam em um determinado pedégio.
Fornecidos alguns exemplos contendo informagdes como: rodovia em que o pedégio esté
localizado, cidades mais préximas, prego do pedégio, dia da semana e periodo do dia,
mais a quantidade de carros (atributo meta}, o objetivo da regressio é predizer quantos
automovels passam naquele pedégio.

A grande maioria dos problemas de regressio faz a predigao de um tnico atributo meta.
Porém, a regressido também pode ser realizada para predizer mais de um atributo meta.
Por exemplo, as Redes Neurais Artificiais permitem trabalhar com tarefa de regressio

com vérios atributos meta.

Muitos problemas importantes do mundo real séo de regressao. Além disso, métodos de
regressao podem ser usados para resolver problemas de classificacio (Weiss & Indurkhya,
1995).

Os diferentes métodos de regressdo podem ser divididos de muitas maneiras. Os cri-
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térios normalmente utilizados na divisdo dos métodos sdo baseados no tipo de modelo
gerado. Alguns desses critérios levam em consideragao se os modelos sdo paramétricos ou
nio-paramétricos; realizam um particionamento dos dados ou nio; sdo globais ou locais;
580 baseados em regressdo linear ou néo; sdo aditivos ou nao; e sdo estatisticos ou néo.

Os métodos de regressio sdo estudados pela comunidade estatistica hd muito tempo.
Porém, nas dreas de Aprendizado de Méaquina e Minera¢io de Dados, a maioria das
pesquisas trata de problemas de classificagio, que sfo mais comumente encontrados na
vida real do que problemas de regressdo (Weiss & Indurkhya, 1995). Recentemente, o
foco das pesquisas nessas dreas tem se voltado para problemas de regressao, j4 que muitos
problemas sdo desse tipo, por exemplo, problemas relacionados com habilidades esportivas

e controle dindmico de robds.

O capftulo encontra-se organizado da seguinte maneira: na Seg8o 3.1 slo descritas
as definigdes e padronizagbes aqui utilizadas para problemas de regresso. Nas segbes
seguintes sdo descritos diferentes métodos para problemas de regressdo. Na Segho 3.2 é
descrito o método estatistico, sendo detalhada a abordagem paramétrica, que é uma das
mais utilizadas pela comunidade estatistica; a abordagem ndo paramétrica, que utiliza
os exemplos mais similares do conjunto de treinamento para fazer predigoes; e a aditiva,
que decompde uma fungéo de regressdo complexa em vérias fun¢des mais simples. Na
Se¢do 3.3 sdo descritos os modelos baseados em aprendizado simbélico, com destaque
para as regras e arvores. Na Secdo 3.4 sio apresentadas as Redes Neurais Artificiais,
modelos computacionais inspirados no cérebro humano. Na Secéo 3.5 sdo apresentadas
as support vector machines, que tentam encontrar um hiperplano para tornar linear um

problema complexo. Por fim, na Se¢fo 3.6 séo feitas as consideragoes finais deste capitulo.

3.1 Definigées e Formalizages

Em regressio, também conhecida como func¢io de aproximagio, o objetivo é predizer
um nimero real ou nimeros ordenados e nao categorias e rétulos. Regressio é nor-
malmente mais dificil que classificagdo, o que incentiva formular os problemas como de
classificacio sempre que possivel. Entretanto, para muito problemas, como predigio de
lucro ou perda, uma formulacéo de regresso é indispensdvel (Weiss & Indurkhya, 1998).

Dada uma amostra de um conjunto de atributos de entrada X;,..., X, junto com o
atributo meta Y, tenta~se aproximar uma fungao, mostrada na Equacdo 3.1.

th(X].:"'!Xﬂ-) (31)
Um problema de regressao é, as vezes, descrito como um problema de sinal e ruido.
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Assim, o modelo € estendido para incluir um componente estocastico ou limiar e. Nesse
caso, a fungao real nao pode produzir uma distincia de erro zero. Ao contrario da clas-
sificagao, na qual os rétulos sdo assumidos corretos, para regressao os valores preditos de
Y podem ser explicados por alguns fatores incluindo um componente de ruido aleatério,

¢, no sinal, ¥ (Equagdo 3.2).

Y = f(X1,o Xn) k€ (3.2)

Nas préximas quatro segoes estao descritos os diferentes métodos de regressao, os quais
podem ser divididos em diversas categorias, entre elas: métodos estatisticos, métodos de
Aprendizado de Méquina simbélico, métodos baseados em Redes Neurais Artificiais e
métodos baseados em Support Vector Machine.

3.2 Meétodos Estatisticos

Regressao é um dos maiores topicos estudados em anélise de dados estatistica. Existe
uma enorme quantidade de trabalhos que utilizam varias abordagens para esse problema.
Essa secao apresenta uma visdo geral dos maiores paradigmas estatisticos sem descrever

as variantes existentes.

3.2.1 Abordagem Paramétrica

A abordagem paramétrica é um dos métodos mais utilizados pela comunidade estatis-
tica para resolver problemas de regressao. Uma abordagem desse tipo tenta adaptar todos
os dados de treinamento fornecidos a uma tinica fungdo paramétrica (Uysal & Guvenir,
1999).

Utilizar uma abordagem desse tipo implica em fazer uma forte suposi¢ao a respeito da
forma da fungao de regressio nao conhecida, podendo levar a uma baixa precisao depen-
dendo do caso. Apesar disso, a abordagem paramétrica tem sido. amplamente utilizada e
tem fornecido bons resultados de predicdo quando a fungao real existente nos dados pode
ser representada corretamente por uma funcdo paramétrica. Além disso, esses modelos

sdo mais interpretaveis e possuem solugdes computacionais rapidas (Torgo, 1999).

Um exemplo classico de abordagem paramétrica e também um dos mais utilizados é o
modelo paramétrico global utilizando o critério de erro dos minimos quadrados. Fsse crité-

rio, mostrado na Equacao 3.3 na pagina seguinte, tenta encontrar um vetor de par&metros
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£ qQue minimize a soma dos erros quadrados.

Z(%‘ — (Bo + i1 + ..+ Baza))? (3.3)
1
O modelo de regressio linear utilizando o critério dos minimos quadrados tem se
mostrado eficiente para muitas aplicagoes do mundo real (Weiss & Indurkhya, 1995). Na
Figura 3.1 é mostrado um exemplo em que os dados se adaptam muito bem ao modelo
de regressdo linear gerado. Esse exemplo utiliza um atributo de entrada z para predizer
o valor do atributo meta y.

Figura 3.1: Exemplo de regressao linear global.

3.2.2 Abordagem Nao-Paramétrica

A modelagem nao-paramétrica caracteriza-se por fazer predigoes baseadas nos exem-
plos do conjunto de treinamento mais semelhantes a um determinado exemplo fornecido.
Os métodos de modelagem nao-paramétrica utilizam alguma medida de similaridade para
identificar os exemplos mais similares do conjunto de treinamento, como apresentado na

Figura 3.2, e entfo utilizam esses exemplos para predizer o valor do atributo meta.

Esses métodos possuem um custo computacional de treinamento minimo, pois apenas
armazenam os dados na memdria. Porém, a fase de predigio apresenta um custo maior,
uma vez que para cada novo exemplo fornecido € necessario encontrar os exemplos de

treinamento mais similares.

A seguir serdo descritos dois métodos baseados na abordagem néo-paramétrica: apren-
dizado baseado em exemplos e Locally Weighted Regression.
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X

Figura 3.2: Exemplos mais similares do conjunto de treinamento.

Aprendizado Baseado em Exemplos

Os métodos de aprendizado baseado em exemplos (IBL — Instance Based-Learning) fo-
ram desenvolvidos pela comunidade de Aprendizado de Méquina e sdo também conhecidos

como abordagens baseadas na memdria, ou ainda, métodos de aprendizado lazy.

De uma maneira geral, o aprendizado baseado em exemplos é composto de (Mitchell,
1997):

1. um conjunto de exemplos de treinamento armazenado na meméria;

2. determinagio de uma métrica para realizar comparagdes entre um exemplo fornecido

e os mais préximos a ele;

3. determinagdo de um ntmero & de exemplos mais proximos ou similares que serao

utilizados para predizer o valor do atributo meta do novo exemplo.

O aprendizado baseado em exemplos simplesmente armazena todos os exemplos de
treinamento na meméria (por isso é também chamado de abordagem baseada na meméria)
sem fazer qualquer tipo de generalizagdo dos dados fornecidos. Portanto, néo existe uma
fase de treinamento, sendo que todo o trabalho do algoritmo é feito durante a predigéo.
Depois de armazenar os exemplos na memdria, utiliza-se alguma métrica para encontrar

os exemplos mais similares.

Pelo fato desses algoritmos fazerem suas predigdes baseadas apenas nos exemplos ar-
mazenados na meméria, a qualidade da predigiio pode ser comprometida devido a ruidos
nos dados. Para melhorar o desempenho de predigio desses algoritmos, o conjunto de da-
dos deve ser selecionado e preparado adequadamente, podendo ser removidos exemplos ou
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até mesmo atributos do conjunto de treinamento, desde que isso néo afete o desempenho

preditivo do algoritmo.

A grande desvantagem do aprendizado baseado em exemplos é que ele nao produz
abstragoes ou modelos que permitam & interpretagao do conhecimento contido no conjunto
de dados.

O algoritmo do vizinho mais préximo (Nearest Neighbor - NN) é um dos mais sim-
ples e mais utilizados algoritmos de aprendizado baseado em exemplos. Encontrados os
exemplos mais semelhantes, esse algoritmo prediz o valor do atributo meta de um novo
caso calculando a média dos valores dos atributos meta dos exemplos mais similares do
conjunto de treinamento. O NN compara um novo exemplo z; com um outro zs previa-
mente armazenado na meméria baseado na distancia euclidiana. A distancia euclidiana,

descrita na Equacao 3.4, é limitada pelo fato de classificar somente atributos numéricos.

A(.’El, .'L'g) = \/(:l.’.‘u - .'13'21)2 + (.’Elg - .'1','22)2 + ...+ (-Tld - $2d)2 (3.4)

em que z;; é o valor do 7-ésimo atributo do ¢-ésimo exemplo e d é o nimero de atributos.

O algoritmo do vizinho mais préximo puro classifica um caso baseado em um tnico
exemplo similar, o que pode acarretar em erros prematuros. QO k-Nearest Neighbor ¢ uma
versao mais elaborada do NN que classifica um novo exemplo calculando a média entre

os k exemplos mais préximos a ele.

O algoritmo &-NN assume que todos os exemplos mais similares encontrados sio equi-
valentemente relevantes. Por esse motivo, a precisdo da predicdo do modelo pode ser
deteriorada. Uma solugdo para esse problema, descrita na préxima subse¢éo, é fazer com
que, entre os exemplos mais similares encontrados, os que estiverem mais préximos do

novo exemplo possuam pesos maiores (Uysal & Guvenir, 1999).

Locally Weighted Regression

O método Locally Weighted Regression (LWR), que também faz parte dos métodos de
aprendizado lazy, é bastante similar &4 abordagem Nearest Neighbor descrita anteriormente,

principalmente em trés aspectos:

1. a fase de treinamento desses algoritmos consiste apenas em armazenar os exemplos
de treinamento na memdria, sendo todo o trabalho realizado durante a predicéo de
novos exemplos;

2. o0s novos exemplos preditos sao fortemente influenciados pelos exemplos mais simi-

lares previamente armazenados;
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3. os exemplos sao representados como pontos reais em um espago d-dimensional.

A principal diferenca entre os dois métodos esta no modo como eles predizem o va-
lor de um novo exemplo fornecido. Enquanto o k-NN prediz o valor de novos exemplos
apenas fazendo a média dos exemplos mais préximos do conjunto de treinamento, o LWR
constréi modelos locais adaptando um plano aos exemplos mais préximos do conjunto de
treinamento {Atkeson, Moore, & Schaal, 1997). Para construir esses modelos, que geral-
mente sdo fungdes paramétricas lineares ou nao-lineares, o LWR utiliza uma abordagem
denominada distance weighted regression, em que os exemplos mais proximos possuem um
peso maior, enquanto que os mais distantes possuem um peso menor. O LWR depende
bastante da fungéo de distancia utilizada para calcular os exemplos mais préximos (Uysal
& Guvenir, 1999).

Como os modelos construidos s&o locais, depois que um exemplo tem seu valor pre-
dito, o modelo utilizado é apagado, e para cada exemplo apresentado, um novo modelo é

construido.

3.2.3 Abordagem Aditiva

Um método aditivo é aquele que se “aproveita” do fato de que uma fungao de regressao
complexa pode ser decomposta em partes, sendo que cada uma dessas partes representa
uma fungéo mais simples. Assim, um modelo com uma alta dimenséo (com muitos atribu-
tos) pode ser visto como a soma de fungdes de dimensdes menores (Torgo, 1999). Project

Pursuit Regression e Adaptive Regression Splines sdo exemplos de métodos aditivos.

Project Pursuit Regression

Project Pursuit Regression (PPR) constitui um modelo refletindo o conjunto de trei-
namento em projegdes de dimenses menores, como uma solu¢do quando o conjunto de
dados fornecido possui uma alta dimensao. PPR funciona da seguinte maneira: em cada
passo da constru¢ao do modelo, a melhor aproximagao dos dados encontrada é selecio-
nada, adicionada ao modelo que esté sendo gerado e essa parte é removida do conjunto de
exemplos. A busca pela melhor aproximagao continua com os dados restantes do conjunto

de treinamento até que todos fagam parte do modelo final (Uysal & Giivenir, 1999).

A desvantagem apresentada por esse método é a complexidade computacional. Quando
se possui um conjunto grande de funcdes candidatas, é necessario escolher uma entre elas e
refinar os pardmetros da funcao selecionada de modo que ela se adapte da melhor maneira

a0s dados.
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Adaptive Regression Splines

Adaptive Regression Splines pode ser visto como uma generalizagao das arvores de re-
gressdo, apresentadas na Se¢do 3.3.2, e foram desenvolvidas para superar algumas de suas
limitagbes. Algumas dessas limitagoes sao: (i) a lacuna de continuidade apresentada pelas
drvores de regressdo, que afeta a capacidade preditiva do modelo, e (ii) a incapacidade
das drvores de regressdo de fornecerem boas aproximagdes para algumas fungdes (Uysal
& Giivenir, 1999). A lacuna de continuidade corresponde ao fato de que os valores de um

nd-folha nao sdo continuos em relagao aos valores dos outros nés-folha.

Uma adaptagio paramétrica piecewise aproxima uma fun¢do por meio de varias fun-
¢Oes paramétricas simples (geralmente polindmios de ordens menores}), cada uma definida
sobre diferentes sub-regices do conjunto de treinamento. Esses polinémios precisam ser
continuos em cada ponto, isto é, cada fungio definida sobre uma sub-regifo do conjunto de
treinamento deve ser continua com relagio a fungao definida sobre a proxima sub-regiao

deste conjunto.

O mais popular entre os procedimentos de adaptagio paramétrica piecewise sdo aqueles
baseados em splines, em que as fungdes paramétricas globais sao polinémios. O proce-
dimento é implementado por intermédio da construgdo de um conjunto de fungdes-base

definidas globalmente.
O algoritmo MARS (Multivariate Adaptive Regression Splines), desenvolvido no infcio

dos anos 90 por Jerry Friedman, é um algoritmo de particionamento recursivo que possui
algumas modificactes para resolver os problemas discutidos nesta segao, principalmente
no que diz respeito & descontinuidade. A metodologia MARS é detalhada em (Friedman,
1991; Hastie, Tibshirani, & Friedman, 2001).

3.3 Meétodos de Aprendizado de Maquina Simbdlico

A compreensibilidade dos modelos gerados é considerada muito importante quando se
realiza uma tarefa de regressao. A necessidade de modelos capazes de fornecerem solugoes
interpretaveis levou a comunidade de Aprendizado de Mdquina a desenvolver os métodos
de aprendizado simbélico. Esses métodos variam de acordo com a linguagem escolhida
para representar as hip6teses. A légica proposicional é uma linguagem de representagio
de hip6teses bastante utilizada pelos métodos de aprendizado simbélico (Mitchell, 1997).

Os métodos de Aprendizado de Méquina simbdlico proposicionais sdo aqueles que
utilizam a légica proposicional para representar suas hipéteses. A légica proposicional
permite determinar a validade de proposigoes compostas por meio de conectivos a partir

da validade de fatos simples e da interpretagéo desses conectivos. Os conectivos utilizados
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para compor as proposi¢des podem ser do tipo AND, OR, NOT, etc. Se a hipGtese
é representada por uma disjungdo (conectivo OR} de conjungdes (conectivo AND), a
notagio proposicional ¢ denominada Forma Normal Disjuntiva (FND), e se a hipdtese
é representada por uma conjuncdo de disjungdes, entao a notagdo &€ chamada de Forma
Normal Conjuntiva (FNC). Dentre os modelos que fornecem solugdes na FNC, destacam-

se, no caso de regressao, as regras e arvores de regressao.

As regras e as arvores sao bastante semelhantes, diferenciando-se, entre outros, pelo
fato de que as arvores sio mutuamente exclusivas, e as regras nem sempre. Portanto,
para cada exemplo, uma ou mais regras podem ser satisfeitas, ao contrario das arvores.
As regras e as arvores, dependendo da aplicagdo, oferecem vantagens e desvantagens, que

serao descritas nas proximas subsegdes.

Pelo fato de fornecerem solugdes compreensiveis, este trabalho tem como foco principal
os modelos de regressdo baseados em Aprendizado de Maquina simbdlico proposicional.
3.3.1 Regras de Regress3o

Uma regra na Forma Normal Conjuntiva (FNC) geralmente é representada da seguinte

forma:

E < condigﬁo_>_’ then < concluséo >

et

Bady~B Head-H

ou, na forma simplificada:
B—-H
Assim, uma regra na FNC é composta de duas partes:
e a <condi¢io>>, cauda ou corpo da regra — B, que consiste de uma conjungdo de
pares no formato atributo-valor
¢ a <conclusao> on cabeca da regra — H, que é uma fungdo ou um valor numérico

real, é responsavel pela predigio do valor do atributo meta.

Neste trabalho, sdo utilizados algoritmos cujo poder de suas linguagens de representa-
¢lo é eguivalente ao da légica proposicional. Para esses algoritmos, o Body é tipicamente
uma conjuncdo de restri¢des sobre o domfnio E de um atributo de X, ou, em outras
palavras, o Bedy é uma conjungéo de condigdes para o atributo de X. Cada condigao

geralmente é representada da forma:
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X; op valor,

na qual X; representa o i-ésimo atributo, op é um operador pertencente ao conjunto
{=,#€,¢&<,<,>,>}, e valor é um valor (ou uma faixa de valores para os operadores

€ e &) condicionante do atributo X;.

Quando se trata de uma regra de regressido, a predigao pode ser feita por meio da
média dos valores do atributo meta, de uma equagdo linear, da utilizaggo do método

k-Nearest Neighbor. entre outros.

Como exemplo de um algoritmo de indugao de regras de regressao destaca-se o Cubist,

descrito na Segao 4.1.3.

3.3.2 Arvores de Regressao

As arvores sao compostas por dois tipos de nos:

¢ 03 nds internos da arvore, sendo que cada um desses nds corresponde a um teste

feito em um dos atributos de entrada do conjunto de exemplos;

¢ 0s nés-folha, nos quais sao feitas as predigdes do atributo meta.

Os nos-folha de uma 4rvore de regressdo possuem uma fungdo matemdtica (que no
caso mais simples pode ser a simples média dos valores que caem em cada né-foltha) para

predizer o atributo meta.

As arvores que predizem o valor de um atributo meta continuo s&o conhecidas como
Regression Tree ou Model Tree, dependendo de como os nds-folha calculam o valor desse
atributo meta. Quando os nés-folha da arvore apenas calculam a média de todos os exem-
plos de treinamento que caem naquele né, entao a arvore é conhecida como Regression
Tree. Por outro lado, se os nés-folha possuem algum modelo de regressdo linear para pre-
dizer o valor do atributo meta, entéo a drvore é conhecida como Model Tree. Um exemplo
de uma Mode!l Tree é mostrado na Figura 3.3, Essa drvore foi construida utilizando dois
atributos de entrada {X; e X;) do conjunto de dados.

Um dos pontos mais importantes a serem levados em consideracgo quando uma arvore
de regressdo estd sendo construida é a sele¢ao do atributo que sera utilizado para fazer o
particionamento dos dados em cada né da drvore. Além de selecionar o atributo, é muito
importante escolher um valor adequado para esse atributo de modo a particionar os dados

da melhor maneira possivel.

As principais vantagens apresentadas pelos modelos de drvores de regressdo sdo: (i) se-
lecao dindmica de atributos: os métodos de indugao de arvores sédo extremamente efetivos
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Y=18.02+3.02X,-0.06 X,

Figura 3.3: Exemplo de uma Model Tree.

em encontrar os atributos-chave (os mais importantes) em aplicagoes de alta dimensdo, e
(ii) sua capacidade exploratéria, porém, & medida que a arvore cresce, sua interpretabili-
dade diminui. Quanto ao desempenho, as drvores de regressao se equiparam aos demais
métodos de regressdo (Weiss & Indurkhya, 1995).

Os algoritmos de indugfio de drvores constroem modelos fazendo um particionamento
recursivo do conjunto de treinamento da seguinte maneira: o né-raiz da arvore contém um
atributo que divide o conjunto de treinamento em sub-regides distintas (geralmente duas
sub-regides). Os filhos do né-raiz podem ser nds-folhas, ou entdo, sdo selecionados novos
atributos com seus respectivos valores, dividindo assim, o conjunto de treinamento em
novas subdivisdes. O ntimero de nés de uma arvore e a profundidade da mesma variam
de acordo com o tamanho do conceito representado nos dados e com o mecanismo de
inferéncia utilizado pelo algoritmo responsavel pela construgéo da arvore. Uma drvore
mtito grande provavelmente causa um “overfitting” dos dados, enquanto que uma arvore
miutito pequena geralmente nao oferece bons resultados (Hastie, Tibshirani, & Friedman,
2001).

Em geral, os algoritmos de indugdo de 4rvores apresentam as seguintes caracteristicas
em comum: (i) particionam o conjunto de treinamento em regides disjuntas recursiva-
mente, na qual a particio final é determinada pelos nés-folha da 4drvore, e (ii) utilizam

estratégias de poda para evitar o overfitting (Torgo, 1999).

Os diversos algoritmos de indu¢o de 4rvores de regressio diferenciam-se pelas estra-
tégias de poda utilizadas, pela maneira como selecionam os atributos que particionarao os
dados, e principalmente, pelo tipo de fungéo que utilizam para predizer o valor do atributo
meta (Torgo, 1997). Alguns exemplos de algoritmos desse tipo sdo o RETIS (Regression
Tree Induction System), o M5 e o CART (Classification And Regression Trees), descritos
na Secao 4.1.3.
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3.4 Meétodos Baseados em Redes Neurais Artificiais

Redes Neurais Artificiais (RNAs) sfo modelos computacionais inspirados no cérebro
humano. Elas sdo compostas por vérias unidades de processamento (neurdnios), interli-

gadas por um grande nimero de conexdes (sinapses).

Graficamente, uma RNA pode ser vista como um conjunto de nés {(unidades de pro-
cessamento) e arcos, representando respectivamente, os neurdnios e as conexdes entre os
mesmos (Braga, Carvalho, & Ludermir, 2000). Uma estrutura genérica de Rede Neural
Artificial é composta por uma camada de entrada, uma ou mais camadas intermedidrias
(escondidas) e uma camada de saida. Cada uma dessas camadas é composta por um nid-
mero variado de neurénios, dependendo da aplicagdo. Os nds da camada de entrada estéo
relacionados com os atributos de entrada e contém os valores dos exemplos fornecidos a
RNA. Os nés das camadas intermedidrias recebem um conjunto de entradas provenientes
de outros nés, computam uma fungéio (conhecida como fungao de ativagéio) sobre essas
entradas e entdo enviam o resultado para outro conjunto de nés. Cada arco que conecta
dois nés possui um peso associado. A camada de saida da RNA representa os valores
de saida da rede, que sdo calculados por intermédio dos atributos de entrada e dos pesos

associados as conexdes, que para regressao representa o atributo meta y.

Um exemplo genérico de uma Rede Neural Artificial, com uma camada intermedidria

e uma saida (atributo meta), é mostrado na Figura 3.4.

Figura 3.4: Exemplo de uma rede neural artificial.

O aprendizado em uma Rede Neural Artificial consiste em encontrar os valores dos
pesos de modo a fornecer a saida correta. A rede comega com um vetor de pesos aleatdrios,
e entdo, & medida que lhe séo fornecidos exemplos de treinamento, os pesos vao sendo
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modificados até que as predigdes se tornem satisfatdrias.

Quando se trata de um problema de regressao, a Rede Neural Artificial é utilizada
para predizer o valor dos atributos contfnuos (as saidas fornecidas pela RNA sao valores
contfnuos). Alguns exemplos em que as RNAs tem sido utilizadas para fazer regressio
sdio: previsdo de séries temporais, aproximacgao de funcOes e fusdo de sensores (Braga,
Carvalho, & Ludermir, 2000, 2003; Faceli, Carvalho, & Rezende, 2002).

A grande vantagem das RNAs sobre os outros métodos é que elas nao sao restritas a
um tnico atributo de saida, como acontece na maioria dos casos. Portanto, podem ser
realizadas vérias regressdes em uma RNA. Além disso, as RNAs sao conhecidas pela alta

precisao na predigao dos valores e, geralmente, sdo robustas diante de dados com ruido.

Porém, as RNAs também apresentam algumas desvantagens. A primeira é que, de-
pendendo do modelo de rede e do algoritmo de aprendizado, as Redes Neurais podem
apresentar lenta convergéncia para uma solugdo, pois a rede pode precisar ser treinada
até que os pesos estejam corretos de modo a fornecer a saida esperada. Qutra desvanta-
gem € que as solugdes por ela fornecidas nao séo facilmente interpretadas pelos usuérios,

pois o conhecimento estd embutido nos pesos e conexdes da rede.

3.5 M¢étodos Baseados em Support Vector Machines

A teoria Support Vector Machines (SVM), ou Médquinas de Suporte Vetoriais, foi
proposta no final da década de 60 por V. Vapnik e A. Chervonenkis. Uma descrigao
detalhada desse método pode ser encontrada em (Vapnik, 1998).

Q principio das SVMs consiste em encontrar um hiperplano étimo que separe membros
e nao-membros de uma classe em um espago abstrato, denominado feature space. Nesse
espaco, as classes presentes no conjunto de treinamento se tornam linearmente separéveis,
e o hiperplano étimo é definido como aquele para o qual a margem de separagao entre as

mesmas é maximizada.

Uma propriedade importante das SVMs estd na utilizagao de kernels. Os kernels sao
produtos internos das coordenadas de dois vetores, e sao utilizados para construcgao do
hiperplano étimo no feature space sem a necessidade de considerar a forma explicita desse,
geralmente bastante complexa (Haykin, 1999). Alguns exemplos de kernel utilizados sao:

o polinomial, o radial e o sigmoidal.
Algumas vantagens apresentadas pelas SVMs sao:
o trabalham bem quando o conjunto de dados possui uma alta dimensao;

e costumam apresentar uma alta precisdo na predicdo de valores;
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* n#o existe o risco de encontrarem minimos locais, um problema que ocorre bastante
quando se trabalba com Redes Neurais Artificiais.

Uma desvantagem apresentada pelas SVMs é que os modelos fornecidos néo séo facil-

mente compreensiveis ao ser humano.

As SVMs tém despertado grande interesse devido a obtengéo de resultados que supe-
ram os obtidos por outras abordagens de Aprendizado de Maquina na solugdo de alguns
problemas, por exemplo, na categorizagio de textos e no reconhecimento de faces.

3.6 ConsideragcGes Finais

Neste capitulo foi apresentada uma definigdo de problemas de regresséo, o qual prediz
um valor numérico continuo. Além disso, foram descritos alguns dos diversos métodos
existentes para se realizar uma tarefa de regressdo, que geram modelos em diferentes
formatos de representagio, como métodos estatisticos, métodos de AM simbélico, métodos
baseados em Redes Neurais Artificiais e métodos baseados em Support Vector Machines.

Nesta tese, utiliza-se principalmente os modelos baseados em Aprendizado de Ma-
quina simbélico, pois possuem como principal caracteristica a compreensibilidade, isto é,
fornecem solugdes mais facilmente interpretiveis ao ser humano. As regras e drvores sio
modelos desse tipo e sdo as abordagens mais utilizadas pela comunidade de Aprendizado
de MAquina.

No préximo capitulo serd apresentado um ambiente para Mineragio de Dados para
problemas de regressdo denominado REPPE, que visa auxiliar o usudrio principalmente

na etapa de pds-processamento do conhecimento.
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Capitulo

O Ambiente REPPE: Novas Funcionalidades

no Discover

extragio de padrbes e modelos de grandes bases de dados geralmente é feita
utilizando-se metodologias, técnicas e algoritmos de aprendizado. Entretanto,
outros aspectos desse processo de extragio devem ser considerados, como o
estudo de métodos para avaliagio da precisdo, qualidade e compreensibilidade do conhe-

cimento obtido de uma ou mais amostras submetidas a algoritmos de aprendizado.

O processo de Mineracao de Dados, como apresentado no Capitulo 2, é composto por
uma série de etapas, sendo que as etapas de pré e pés-processamento consomem a maior

parte do esforco despendido ao longo do processo (Rezende, 2003).

Na fase de pré-processamento, uma série de atividades sdo necessarias, como adequa-
goes de formato, tratamento de valores ausentes e transformagdes. Em especial, a falta de
um formato nico para os conjuntos de exemplos utilizados causa um grande transtorno
4s comunidades de Mineragio de Dados e Aprendizado de Maquina. Por exemplo, com
relagio aos métodos de regressdo, associagdo e classificagiio simbdlicos, cada algoritmo
utilizado para induzir uma hipétese possui um formato diferente para seus dados de en-
trada. Dessa forma, cada vez que é preciso executar algum desses algoritmos, é necessario
converter o conjunto de dados para o formato de entrada do algoritmo, além de efetuar
outras operagdes, como limpeza nos dados, tratamento de valores desconhecidos e outras

inconsisténcias.

J4 na fase de pés-processamento, o panorama nio € muito diferente. Ainda com rela-

37



¢ao a0 aprendizado simbdlico, sdo distintas as hipiteses induzidas pelos algoritmos. Em
consequéncia, qualquer operagio que necessite ser feita sobre a hip6tese induzida (como
construgio da matriz de contingéncia e o cdlculo de medidas para avaliagao do conheci-

mento) precisa ser implementada diversas vezes, uma para cada formato de hipétese.

A regressao ainda é uma tarefa pouco explorada dentro da drea de Aprendizado de
Miaquina e Mineragio de Dados, visto que a maioria dos trabalhos trata de problemas de
classificagdo. Nesse sentido, neste capitulo é apresentado o Ambiente REPPE (Regres-
sion Post-Processing Environment) que visa o pds-processamento de conhecimento para
problemas de regressiao o qual estd integrado ao DISCOVER, que é um projeto de grande
porte para apoiar a extragdo de conhecimento. Esse projeto vem sendo desenvolvido no
LABIC pelos alunos das professoras Dra. Maria Carolina Monard e Dra. Solange Oliveira
Rezende.

Este capitulo estd organizado da seguinte maneira: na Secao 4.1 é feita uma con-
textualizacdo para a apresentacdo do Ambiente xEdFE em que é descrito o Ambiente
DISCOVER, as ferramentas utilizadas para a geragao dos regressores e as bases de dados
utilizadas nos experimentos. Na Secdo 4.2 é apresentada a sintaxe padrao definida para
representar regras de regressao. Para isso é mostrada a gramatica da sintaxe padrao e
a conversao dos regressores para o formato padrao. Na Segao 4.3 é mostrado o Ambi~
ente Keu 'L que foi projetado e desenvolvido para apoiar o pds-processamento de regras
de regressiio. Finalmente, na Secfio 4.4 sao apresentadas as consideragdes finais deste

capitulo.

4.1 Contextualizagdo

A principal finalidade do Ambiente REPPE, aqui proposto e implementado, é apoiar
os usudrios do processo de Mineragdo de Dados para problemas de regressdo. As funcio-
nalidades implementadas nesse ambiente sao responsaveis pelo tratamento de problemas
de regressio no Ambiente DISCOVER, ou seja, apesar de ser desenvolvido de forma in-
dependente o REPPE complementa o DISCOVER. Dessa maneira, é apresentada nessa
secAo a contextualizacio das notagdes, o Ambiente DISCOVER e as ferramentas e bases de
dados utilizadas na realizagao de toda a avaliagao empirica dos modulos que compdem o
REPPE.

4.1.1 Notagcio e Terminologia

Em geral, tarefas de Mineragio de Dados podem ser agrupadas em duas categorias:
descritivas e preditivas. A primeira descreve o conjunto de exemplos (também chamados

de casos ou dados) de uma maneira concisa e sumarizada, apresentando algumas propri-
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edades gerais dos dados; a segunda constréi uma hipdtese fazendo inferéncias acerca dos

exemplos disponiveis na tentativa de prever o comportamento de novos casos.

Exemplos

Os algoritmos utilizados nessas duas tarefas geralmente usam como entrada um con-
junto de exemplos D, contendo n exemplos. Cada um desses exemplos é descrito por
um vetor z, sendo que cada um dos elementos desse vetor representa um dos possiveis
m atributos distintos. Cada um desses atributos pode assumir um dos possiveis valores

correspondente ao seu dominio . Esse dominio pode ser tanto discreto quanto continuo.

Conjuntos de exemplos s&o geralmente representados como uma matriz composta de
n exemplos e m atributos, como mostrado na Tabela 4.1. Nessa matriz, a linha z; refere-
se ao -6simo exemplo (para ¢ = 1,2 ,n) e cada entrada z;; refere-se ao valor do
g-ésimo (para j = 1,2,--- ,m) atributo X; do exemplo z;, ou seja, cada exemplo z, é
um elemento do conjunto E(X;) x E(X3) x -++ x E(Xy,). Esse formato de representar

exemplos é conhecido na literatura como formato atributo-valor.

A iltima coluna da tabela corresponde aos valores do atributo meta (1; é o valor do
atributo meta de exemplo z:). Cada exemplo corresponde a uma tupla (2;, 2, .-y Zim, ¥i),
e y; = h(X;) é a fungao que calcula o valor do atributo meta em fungéo dos demais
atributos.

Tabela 4.1: Conjunto de exemplos no formato atributo-valor.

Exemplo X3 Xm | Y
I Ti1 Y1z .. Tid | Y1

To T21 T2z . Tod | Yo

T3y PTa2z - T3d | Y3

xﬂ2 . m y'n.

Assim, para algoritmos cujo objetivo é construir um modelo preditivo, existe um atri-
buto especial, o qual se tenta inferir baseado nos demais atributos. Em outras palavras o
que se deseja é construir um modelo que aproxime uma fungao desconhecida f(X) =Y,
por uma hipétese h{X) ~ Y. Se E(Y) é discreto, tem-se um problema de classificagao.

Se E(Y) é continuo, tem-se um problema de regressao.

Regras

Os algoritmos utilizados em Minera¢do de Dados geralmente representam o conheci-
mento no formato de regras. Alguns algoritmos de aprendizado preditivo também indu-

zem érvores de decisao. Como sempre é possivel reescrever uma arvore de decisao como
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um conjunto de regras disjuntas, o termo regra também refere-se a uma regra extraida
de uma érvore de decisfio (regras disjuntas). Regras sao implicagoes entre um Body ou
Corpo e um Head ou Cabega, assumindo o seguinte formato, como ji apresentado com

mais detalhes na Segio 3.3.1.

Body -+ Head,

ou resumidamente

B — H.

Em algoritmos descritivos, o Head pode assumir o mesmo formato que o antecedente
de uma regra. Em algoritmos preditivos, o Head ou é a designagio de uma classe (um
dos possiveis valores no dominio discreto F(Y')) que prediz o atributo Y para problemas
de classificagdo ou é uma equagdo que representa uma regressio feita com os exemplos

pertencentes a C' que prediz o atributo ¥ para problemas de regressao.

Exemplos positivos (negativos) previstos sio aqueles para os quais o Bedy é verda-
deiro (falso), e exemplos positivos (negativos) reais sdo aqueles para os quais o Head ¢é
verdadeiro {falso). Um exemplo é coberto por uma regra se o seu antecedente é verdade

para esse exemplo.

Matriz de Contingéncia

Uma medida de avaliaciio de regra tem como objetivo dar uma indicagio do poder de
associagao (hipotético) entre o Body e o Head daquela regra. Para mensurar essa associ-
agdo, a cada uma das partes da regra, Body e Head, é possivel associar respectivamente
varidveis aleatdrias e dicotdmicas B e H. Essas varidveis assumem os valores verdadeiro,
denotadas por B e H, e falso, denotado por B ¢ H, se o Body ¢ o Head da regra sio

avaliados como verdadeiro ou falso, respectivamente.

Dada uma regra arbitriria B — H, um conjunto de exemplos contendo n exemplos
e um procedimento com o qual verifica-se se cada possivel Body ou Head é verdadeiro
ou falso, é possivel construir uma matriz de contingéncia para essa regra, mostrada na
Tabela 4.2.

A matriz de contingéncia pode ser construida, para qualquer regra, a partir do conjunto
de dados. Na Tabela 4.2, B denota o conjunto de exemplos para o qual o corpo {Body) da
regra é verdadeiro, e B denota o seu complemento (o conjunto de exemplos para o qual o
corpo da regra ¢ falso) e de forma similar H e H. Assim, BH denota BN H, BH denota
BN H, e assim por diante. Utilizou-se o n(X) para denotar a cardinalidade do conjunto
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X, por exemplo, n(BH) é o niimero de exemplos para o qual B é verdadeiro e H é falso

(ou seja, o niimero de exemplos erroneamente cobertos pela regra).

Tabela 4.2: Matriz de contingéncia para a regra B — H.

| B B_|
H | n(BH)
H | n(BH)
| n(B) n(B) n

(BH) | n(H)
(BH) | n(H)

A matriz de contingéncia também pode ser representada usando frequéncias relativas,
como mostrado na Tabela 4.3, em que os valores presentes na matriz de contingéncia foram
divididos por n, ou seja, a frequéncia relativa @ associada a X é denotada por p(X).
Esse valor da frequéncia relativa fornece uma estimativa nao-viciada e nao-tendenciosa da

probabilidade associada ao evento X.

Tabela 4.3: Matriz de contingéncia expressa em frequéncias relativas para a regra B — H.
B B }
H | p(BH) p(BH) | p(H)
H | p(BH) p(BH) | p(H)
| »(B) »(B) 1

Usando como base a matriz de contingéncia, é possivel definir a maioria das medidas
propostas na literatura para avaliagdo de regras, porém, o calculo da matriz de contin-
géncia para regras de regressdo nao € realizado de forma direta como em classificagao.
Assim, no Capitulo 5 sao apresentadas algumas abordagens para calcular a matriz de
contingéncia para regras de regress&o e dessa maneira incrementar o niimero de medidas
para avaliagido dessas regras.

4.1.2 O Ambiente Discover

Em nosso laboratério de pesquisa, LABIC, sempre foram realizadas implementagoes
nas areas de Aprendizado de Maquina e Mineragao de Dados por parte de professores e
alunos, conforme as necessidades de cada um. Porém, devido & falta de documentagéo dos
programas ja implementados, ou ainda porque seus autores se desligavam do laboratorio,
normalmente essas implementa¢oes ndo eram reaproveitadas. Dessa forma, um mesmo
programa era implementado diversas vezes por diferentes pessoas.

Esses fatores impulsionaram entdo pesquisadores do LABIC a criarem um projeto que
envolvesse membros do laboratério. Esse projeto, que recebeu o nome de DISCOVER,
tem como objetivo fornecer um ambiente integrado para apoiar as etapas do processo
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de Extragao de Conhecimento de Dados e Textos {Baranauskas & Batista. 2000). Nesse
ambiente sao utilizados algoritmos de aprendizado implementados pela comunidade, bem

como modulos com finalidades especificas desenvolvidos pelos pesquisadores do LABIC.

Assim, o objetivo principal desse ambiente ¢ fornecer um campo de prova para os
pesquisadores da drea. A vantagem do DISCOVER como ferramenta de apoio & pesquisa
a descoberta de conhecimento, em relacdo a outros sistemas, é a visdo unificada que os
formatos padrao utilizados oferecem para quem estd desenvolvendo novos componentes,

além de um conjunto de ferramentas para a sua manipulagéo.

Além disso, se cspera que o DISCOVER ofereca uma série de vantagens em relagio
a composicao das ferramentas desenvolvidas em nosso laboratério, reunindo-as em um

ambiente integrado.

O Ambiente DISCOVER oferece funcionalidades relacionadas ao pré-processamento de
dados, pré-processamento de textos e pods-processamento de conhecimento com relacéo
a avaliacao de modelos. regras e clusters e derivagio de novos modelos. As principais

funcionalidades desse ambiente sao ilustradas na Figura 4.1.

AVALIAGAQ AVALIAGAD AVALIACAD . ' DERIVACAQ DE
DE MoDELOS ot REGRAS 0OE CLUSTERS " Novos MoDELOS

——
==

Figura 4.1: Funcionalidades do Ambiente DISCOVER.

O Ambiente DISCOVER ¢é capaz de acessar os dados na forma atributo-valor ou no
formato texto, devendo consequentemente estar disponivel um conjunto de métodos para
pré-processamento de dados e de textos. Caso a quantidade de dados exceda a capaci-
dade dos algoritmos de extracio de padroes, amostras representativas devem ser geradas
para serem fornecidas aos algoritmos. Os resultados dos algoritios de extragao de pa-
droes ou modelos poden ser avaliados através de diversas medidas, entre elas precisao,

compreensibilidade e grau de interesse.
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Inicialmente, o Ambiente DISCOVER consistia apenas de um repositério de seripts!,
que foram implementados na linguagem PERL (Practical Eztraction and Report Lan-
guage) (Till, 1996) e reutilizados de forma a facilitar a execugao de experimentos. Algumas

vantagens dessa linguagem s&o:

» permite desenvolver cédigos de maneira bastante rapida,;

» fornece um poderoso mecanismo para trabalhar com expressdes regulares, muito

utilizadas nessas implementagoes;

» permite manipular grande quantidade de dados de maneira eficiente e é bastante

flexfvel com relagdo aos tipos de dados;
» facilita a escrita de protdtipos e scripts, bem como fungoes genéricas e pacotes;

» além dessas vantagens, o CPAN? fornece um excelente repositério de cédigo reutili-

zavel dessa linguagem.

Portanto, a priori, o Ambiente DISCOVER consistia de um conjunto de scripts indepen-
dentes que poderiam ser combinados conforme as necessidades dos usuérios, e reunidos em
um repositério compartilhado entre esses usuérios. Assim, os usudrios poderiam combinar

esses scripts para executar experimentos mais complexos.

Posteriormente, surgiu a proposta de se criar um ambiente integrado, em que os scripis
fossem substituidos por bibliotecas de classes empacotadas como componentes, com a sua
composicao sendo feita por meio de uma interface grafica. Dessa forma, os programas
desenvolvidos pelos diversos pesquisadores sdo componentes e 0 DISCOVER um ambiente
computacional que possibilita a construgio de experimentos por meio da composi¢io des-

ses componentes.

No entanto, para tornar o DISCOVER um ambiente integrado, sua implementagao
tornou-se bem mais complexa. Surgiu a necessidade de uma maior comunicagao entre os
participantes e de interagao entre os diferentes componentes. Com relagio a arquitetura
do ambiente, em (Prati, 2003) foi proposto um framework para a integracio dos compo-
nentes do Ambiente DISCOVER haseado em software patterns, no qual os componentes sao
integrados por meio de uma linguagem haseada em XML. Além disso, a interface gréfica
responsavel pela composi¢do dos componentes estd sendo implementada de acordo com a
arquitetura proposta para o ambiente. Essa interface é apresentada em (Geromini, 2002).

Por meio de interfaces bem definidas entre os médulos e procedimentos para conversao
de dados e de conhecimento para as sintaxes padréo, que é a principal forma de comunica-
¢éo entre as funcionalidades, sdo utilizados no DISCOVER os algoritmos ja desenvolvidos,

1Scripts sdo pequenos programas que realizam tarefas atdmicas.
?Enderego do site CPAN (Comprehensive Perl Archive Network) — http://www.cpan.org/.
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testados e consolidados pela comunidade cientifica, evitando assim sua reimplementacao

e garantindo maior confiabilidade aos experimentos realizados.

O foco do Ambiente DISCOVER ¢ o aprendizado simbélico cujas hipdteses sdo repre-
sentadas usando 4rvores ou regras. Assim, foram especificadas diferentes sintaxes para
representar as hipoteses obtidas pelos algoritmos de classificagao, regressao e regras de
associa¢ao. Além disso, como toda hipdtese representada usando drvores de decisdo pode
ser transformada diretamente para regra de decisdo optou-se por definir sintaxes padrao
para representar regras de classificagiio, de regressao e de associagdo. O esquema de uti-
lizagao das sintaxes padrdao do Ambiente DISCOVER € ilustrado na Figura 4.2, De acordo
com a figura, inicialmente, os conjuntos de dados sao convertidos para a sintaxe padrao de
dados do DISCOVER. Apdés o pré-processamento dos dados e defini¢do do algoritmo a ser
utilizado, os dados sdo convertidos para o formato de entrada do algoritmo selecionado.
Deve-se ressaltar que, para cada tipo de conjunto de regras, diversos algoritmos podem
ser utilizados. A conversdo pode ser feita utilizando os métodos definidos na biblioteca
para tratamento dos dados na sintaxe padrdo (Batista, 2002, 2003).

Apds a execugao dos algoritmos, seus resultados sao convertidos para a sintaxe padrao
de regras do tipo de problema tratado (classificacdo, regressio ou associagao). Isto permite
também que os resultados de varios algoritmos de extragio de padrdes possam passar pelos
mesmos métodos de pds-processamento que este ambiente oferece.

Além da sintaxe padrao de regras também foi definida para cada tipo de problema
uma sintaxe padrio estendida que j& engloba para cada regra alguns dados adicionais que

sao frequentemente utilizados no pds-processamento dessas regras.

1

Regras na Sintaxe
Padrio Estendida

L

Estemploy Algocitmo i
Algoritmo1

Saida
Algpritmo {

Figura 4.2: Metodologia para obtengao de regras nas sintaxes padrio.

Todas as sintaxes padrao do Ambiente DISCOVER estdo descritas detalhadamente em
{Rezende, Monard, Batista, Prati, Pugliesi, & Melanda, 2004). Por ser a regressao o foco
desta tese é apresentada neste capftulo apenas a sintaxe padrdo para representagao de

44



dados e de regras de regressao. Ressalta-se que 0 REPPE é desenvolvido na filosofia do
Ambiente DISCOVER e a sintaxe padréo para representar regras de regressao é definida
para o DISCOVER. A sintaxe padrao para regras de regressao serd apresentada na Seggo 4.2
com mais detalhes por ser a sintaxe por nés definida e que é o ponto de partida para todo

o pbs-processamento que pode ser realizado utilizando o Ambiente REPPE.

Sintaxe Padrdo para Representacdo de Dados

A sintaxe padrio para representagao de dados, denominada DSX (DISCOVER, Dataset
Sintaz), foi definida em (Batista, 2002) como sendo uma extensido do formato utilizado
como entrada do algoritmo C4.5. Esta extensao foi realizada para adequar o formato
dos arquivos de dados para as necessidades do Ambiente DISCOVER. Salienta-se que
a principal forma de comunicagdo entre as diversas funcionalidades implementadas no
DISCOVER é por por meio da representacdo dos dados e conhecimento adquirido em
formatos padrdes definidos utilizando as sintaxes padrdo. Assim, inicialmente a Base
de Dados é colocada na sintaxe padrdo de dados visando uma unificagdo entre todos os
trabalhos realizados dentro do projeto do Ambiente DISCOVER.

Um conjunto de exemplos na sintaxe padrdo para representagdo de dados deve apre-
sentar dois arquivos. Os nomes dos atributos do conjunto de dados, assim como seus
respectivos dominios, devem estar especificados em um arquivo .names. Os valores dos
atributos para os exemplos devem estar contidos em um arquivo .data. Esses dois arqui-

vos devem possuir o mesmo nome, se diferenciando somente pela extensao.

Na Figura 4.3 é apresentado um exemplo de arquivo .names. Nesse arquivo, a primeira
linha apresenta o nome do atributo correspondente ao atributo classe, caso ele exista. Na
Figura 4.4 é apresentado um exemplo de arquivo . data correspondente ao arquivo .names

apresentado na Figura 4.3.

y.

xi: real.

x2; real.

x3! nominal{brown, green, red).
x4: real.

x5! real.

x6: nominal(no, yes),

x7: nominal{large, normal).

x8: real.

x9: real,

y: real.

Figura 4.3: Exemplo de arquivo .names na sintaxe padréo.

Uma biblioteca foi implementada para manipulagdo de conjunto de dados na sintaxe
padrdo. Esta biblioteca apresenta métodos para conversdo de dados na sintaxe padrao
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3.50691, -13.114, brown, -6.55701, -17.3705, no, normal, 153.043, 1026, -13.8646
0.254831, -10.0493, brown, -5.02466, -3.72734, no, normal, 191,097, 1126, -3.47251
-1,72699, -10.0929, red, -5.04645, -19.7693, no, large, 256.141, 1091, -0.863493
-4.94135, -13.7953, brown, -6.89764, -2.17294, yes, normal, 166.52, 103§, -7.11428
-2,12596, -11.5536, brown, -5.77679, -15.3664, no, normal, 311.389, 1152, -17.4924
0.30634, -10.7211, green, -5.36057, -15.85, no, normal, 419.422, 1197, -16.5437
3.94104, -10.9779, red, -5.48895, -4,88008, no, lacge, 101.375, 1068, 1,97052
1.1662, -13,5458, red, -6.77289, -32.7954, no, large, 374.022, 1099, 0.683101
1.92435, -13.9216, brown, -6.96078, -21.1189, no, normal, 280.062, 1081, -19.1546
0.387226, -13.2787, red, 0.193613, 0.590036, yas, normal, 495.513, 1123, 0.193613
0.892636, -11.978, green, -6.98649, -12.1062, no, normal, 194.862, 1017, -11.2136
3.73108, -10.352, brown, -5.17602, -6.09351, no, normal, 431,147, 1137, -2.36243

Figura 4.4: Exemplo de arquivo .data na sintaxe padrao.

para os formatos de entrada dos algoritmos C4.5, C4.5 rules, 5.0, Cubist, CN'2, Newid,
RT, RETIS, CART, Weka, SNNS e SVMTorch (Batista, 2002; Dosualdo & Rezende,
2003a).

Ferramentas e Sistemas Implementados no Discover

De maneira geral, o Ambiente DISCOVER pode ser entendido como um conjunto de
métodos aplicados sobre dados e textos ou sobre o conhecimento extraido a partir dos
mesmos. Desse modo, é muito importante que o DISCOVER oferega uma base sélida para
manipular dados e conhecimento (composta por sintaxes padréo), e bibliotecas que ofere-

¢am um conjunto de funcionalidades bésicas de manipulagao de dados e conhecimento.

Entre as diversas ferramentas e sistemas implementados para o Ambiente DISCOVER

podem ser citados:

¢ o sistema XRULER, no qual um conjunto de exemplos é dividido em amostras
de treinamento e teste. As amostras de treinamento sdo submetidas a diferentes
indutores e os classificadores obtidos séo convertidos para o formato padréo de
regras de classificagio. Entéo, a partir de um subconjunto dessas regras que cobrem

os exemplos obtém-se um classificador simbélico final (Baranauskas, 2001);

e a biblioteca de classes DOL (DISCOVER Object Library), que implementa a manipu-
lagdo de dados na sintaxe padrdo. Essa biblioteca apresenta métodos para conversao
de dados na sintaxe padrio para os formatos de entrada dos sistemas de aprendizado:
C4.5, C4.5 rules, €5.0/Seeb, Cubist, CA'2, Ripper, Trepan, Newid, RT, M5, RETIS,
CART, Weka, SNNS, SVMTorch, Apriori, MagnumOpus e MineSet™ . Além disso,
a biblioteca fornece vérios métodos para pré-processar os dados, entre os quais, po-
dem ser citados: cdlculo de estatisticas descritivas bésicas, remogao, troca de posigao
e criagdo de novos atributos a partir de expressdes, embaralhamento, amostragem
aleatdria e complementar, entre outros (Batista, 2003; Batista & Monard, 2003);
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uma biblioteca que transforma os classificadores simbdlicos (induzidos pelos algo-
ritmos ID3, C4.5, C4.5 rules, C5.0/Seeb, CN'2, OC1, Ripper, T2 e MC4) para o
formato padrado de regras de classificagio do DISCOVER (Prati, Baranauskas, &
Monard, 2001);

uma biblioteca que transforma os regressores simbdlicos (induzidos pelos algoritmos
M5, RT, Cubist, CART e RETIS) para o formato padrao de regras de regressio do
D1sCcoVER ({Pugliesi, Dosualdo, & Rezende, 2003; Dosualdo, 2003);

uma biblioteca que transforma as regras de associagao (geradas pelo algoritmo Apri-
ori e pelos softwares Weka, MagnumOpus e MineSet™) para o formato padrio de
regras de associagao do DISCOVER (Melanda & Rezende, 2003);

o Ambiente Computacional SNIFFER. que gerencia avaliagbes e comparactes expe-
rimentais de algoritmos de Aprendizado de Maquina. Entre suas principais funciona-
lidades podem ser citadas: gerenciamento de sintaxes dos sistemas de aprendizado,
aplicacao de métodos de resampling para estimar a taxa de erro verdadeira, recupe-
ragao das taxas de erro, cilculo e comparacao de medidas de desempenho (Batista,
2003; Batista & Monard, 2003);

a ferramenta PRETEXT, que realiza o pré-processamento de uma cole¢io de docu-
mentos utilizando a abordagem bag-of-words. Entre as principais funcionalidades da
ferramenta, podem ser citadas: transformacao de palavras escritas em portugués,
espanhol ou inglés, em stems; criagio da tabela atributo-valor no formato padrao
do DISCOVER,; redugao da dimensionalidade do conjunto de atributos usando a lei
de Zipf e os cortes de Luhn; utilizago de indugao construtiva na criagao de novos
atributos na tabela atributo-valor; entre outras (Matsubara, Martins, & Monard,
2003; Martins, 2003);

o Ambiente Computacional DIPER. que auxilia na avaliagdo de um modelo de re-
gressao simbélico. Entre as principais funcionalidades do Ambiente DIPER podem
ser citadas: conversao dos regressores gerados pelos algoritmos Cubist, RT, RE-
TIS/RT, CART/RT, M5 Model e M5 Regression para o formato padrio de regras
de regressio definido para o DISCOVER (Pugliesi, Dosualdo, & Rezende, 2003); apli-
cagdo de tratamento seméntico ao conjunto de regras no formato padréao que também
faz parte do xzurr: cilculo de medidas de precisdo e compreensibilidade para as
regras de regressdo; construcdo de uma tabela de contingéncia para regras de re-
gressdo utilizando pseudo-classes e cdlculo de uma série de medidas derivadas dessa
tabela; e por fim, realizacao de um teste de hipéteses para comparar os regressores
induzidos por diferentes algoritmos de regresséo sobre um mesmo conjunto de dados
(Dosualdo, 2003; Dosualdo & Rezende, 2003b);
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e 0 Ambiente RULEE, que viabiliza tanto a anélise quanto a disponibilizagao de regras
de classifica¢do, regresséo e associagdo. O desenvolvimento de um ambiente para
exploragdo de regras que auxilie os especialistas do dominio e usuérios finais na com-
preensao e identificagdo do conhecimento interessante é de grande relevéncia para o
sucesso do processo de extragio de conhecimento. Assim o desenvolvimento de um
Ambiente para Exploragio de Regras vem suprir essas deficiéncias por disponibilizar
o conhecimento para facilitar o acesso aos usuérios, além de agregar métodos para
avaliar as regras quanto a precisao, compreensibilidade ou grau de interesse, por
exemplo (Paula, 2003),

e O Ambiente ARInE, que é a proposta de um sistema interativo de selecao de regras
de associacfo, no qual o usudrio define alguns pardmetros e o sistema retorna as
regras selecionadas. Esse processo é repetido interativamente com o usuario, com
variagdo dos pardmetros e aspectos de analise, até que seja identificado um conjunto
de regras satisfatério para o usudrio. Isso devido ao fato da técnica de regras de
associagho gerar um niinero elevado de regras, dificultando sobremaneira a inter-
pretacdo do conjunto de regras pelo usudrio (Melanda, 2002; Melanda & Rezende,
2003).

» Framework de integragio de componentes e interface para o Ambiente DISCOVER.
Dada as caracterfsticas de experimentagfo na pesquisa em descoberta de conheci-
mento, é extremamente Gtil ter um sistema que auxilie a configuracio e a execugio
de experimentos. Utilizando a infra-estrutura dos componentes e a interface grafica,
que vem sendo desenvolvida por Geromini (2002), os pesquisadores poderdo criar e
testar efetivamente e eficientemente seus experimentos, o que pode resultar em uma
significativa redugéo de esforgo, além do reaproveitamento dos programas desenvol-
vidos. O framework também serve como uma base para o desenvolvimento tanto
de novas ferramentas que explorem outra subareas de pesquisa, quanto proporcio-
nar uma arquitetura modular que permita sua prépria expanséo (Prati, 2003; Prati,
Geromini, & Monard, 2003b,a,c).

Além dos trabalhos ja implementados descritos aqui, cabe ressaltar que diversos ou-
tros trabalhos foram desenvolvidos ou estdo em desenvolvimento pelos pesquisadores do
LABIC, com funcionalidades para processamento de dados e textos, Aprendizado de M4-
quina e processamento de padrdes, entre os quais podem ser citados: (Domingues, 2003;
Pila, 2003; Bernardini, 2002; Gongalves, 2002; Gomes, 2002; Imamura, 2001; Nagai, 2000;
Lee, 2000; Caulkins, 2000; Horst, 1999; Rocha, 1999; Padilha, 1999; Félix, 1998).
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4.1.3 Ferramentas de Regressdo e Base de Dados

Nesta se¢do sao apresentadas as ferramentas Cubist, Weka e RT, que foram utilizadas
para a realizagido dos experimentos apresentados nos préximos capitulos. Também sio
descritas as bases de dados utilizadas. Vale ressaltar que tanto as ferramentas quanto as

bases sio para problemas de regressdo.

Descricdo das Ferramentas

A tarefa de gqualquer algoritmo de regressao é estimar o valor do atributo meta de um
novo exemplo baseado nos outros atributos. Os algoritmos de regressao descritos sdo o
Cubist, RT e M5.

Cubist

O Cubist é uma ferramenta utilizada para a geragio de modelos preditivos numéricos
baseados em regras a partir de um conjunto de dados fornecido. Esses modelos sio
utilizados na predigdo de valores numéricos, ou seja, para problemas de regressdo. Cada
exemplo fornecido ao Cubist possui um atributo meta e os atributos preditores que sio
utilizados para predizer o valor desse atributo meta. O Cubist gera regras nio ordenadas.

Essas regras estdo dispostas em ordem crescente do valor médio dos exemplos preditos.

A tarefa do Cubist é tentar estimar o valor do atributo-meta de um novo exemplo em
funcdo dos outros atributos. Para isso, ele constréi um modelo contendo uma ou mais
regras, na qual cada regra é uma conjungio de condigfes associadas a uma expressao
linear. Portanto, os modelos gerados pelo Cubist sdo modelos lineares pieceunse. Porém,
o Cubist pode também construir modelos miltiplos € pode combinar modelos baseados

em regras com modelos baseados em exemplos.

Essa ferramenta estd disponivel para os sistemas operacionais Unix, Linux e Windows
98/Me/2000/XP. Outras caracteristicas que favorecem o uso dessa ferramenta ¢ a facili-
dade na sua utilizagio e na compreensdo dos modelos gerados, além de suportar a andlise
de bases de dados com milhares de registros e dezenas ou centenas de atributos numéricos

ou nominais (Rulequest-Research, 2001).

Weka

A ferramenta Weka® ( Waikato Environment for Knowledge Analysis) foi desenvolvida
na Universidade de Waikato, na Nova Zeldndia, implementada em Java e testada nos sis-
temas operacionais Linux, Windows ¢ Macintosh (Witten & Frank, 1999). Ela pode ser

3http://www.waikato.ac.nz/
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vista como uma colegao de algoritmos de Aprendizado de Maquina que podem ser utiliza-
dos para resolver problemas de Mineragdo de Dados do mundo real. Além de algoritmos
para classificagio, regressao, associagio e clustering, a ferramenta Weka também fornece

suporte as fases de pré-processamento e de visualizagdo de dados.

No Weka, cada implementacio de um algoritmo de aprendizado é representada por
uma classe. A linguagem Java permite que as classes sejam organizadas em pacotes, que
sdo simplesmente diretérios contendo uma colegéo de classes relacionadas. Isso é bastante
util porque certos algoritmos compartilham muitas funcionalidades, e dessa forma, vérias
classes em um pacote podem ser utilizadas por mais de um algoritmo (Witten & Frank,
1999).

O pacote weka.classifiers contém implementagbes dos algoritmos de classificagio
e predicao numérica do Weka. A classe weka.classifiers.mb é a classe que implementa
o algoritmo M5. O M5 é um algoritmo desenvolvido por Quinlan (Quinlan, 1992} para
tratar atributos e classes continuas. Estruturalmente, M5 pertence a familia TDIDT ( Top
Down Induction Decision Trees), mas com fungdes de regressio linear nos nés-folhas, ao
invés de um valor categérico predizendo a classe. O algoritmo M5 foi baseado no trabalho
inicial de Breiman com o algoritmo CART. M5 possui algumas vantagens frente a outras
técnicas que manipulam atributos continuos, por exemplo, a Regressdo Linear classica
que impde uma relagido estritamente linear entre os dados. O algoritmo M5 possui uma
fase de particionamento, que divide o conjunto de dados; uma fase de poda, para reduzir
o ntimero de nés da arvore obtida; e uma fase adicional denominada smoothing, que tem
como objetivo reduzir a grande diferenga dos valores preditos entre os nés-folhas (Wang
& Witten, 1997).

Da biblioteca Weka foi utilizado um algoritmo modificado do M5, o M5 Prime (Wit-
ten & Frank, 1999). Além de utilizar M5 Prime para gerar Model Trees, pode-se utilizd-lo
para gerar Regression Trees, isto é, drvores de decisao que possuem nos nés folhas valores
reais preditos a partir das fungdes lineares da. Model Tree gerada.

RT

O RT (Regression Trees) foi desenvolvido por Luis Fernando Rainho Alves Torgo, do
Departamento de Ciéncias de Computadores da Faculdade de Ciéncias da Universidade
do Porto (Torgo, 2001). Esse algoritmo permite obter modelos de regressao em diferentes
tipos de representacéo baseados em um conjunto de exemplos fornecido. Alguns tipos de
modelos que podem ser obtidos sao:

¢ modelo baseado em &rvores de regressio, em que os nés-folhas sao rotulados com a

média dos valores neles mapeados;
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e modelo paramétrico global,

e modelo local, por meio do algoritmo K-Nearest Neighbour.

O RT permite ainda, emular os algoritmos de regressdo RETIS e CART. descritos a

seguir.

O RETIS (Regression Tree Induction System) ¢ umn sistema utilizado para induzir drvores
de regressao desenvolvido por Aram Karalic. As arvores de regressiao sao utilizadas
para modelar uma relagao linear piecewise entre atributos nominais ou continuos e

um atributo-meta continuo {Karalic, 1995). Esse algoritmo gera uma Model Tree.

O algoritmo CART (Clussification And Regression Trees) foi desenvolvido por Breiman,
Friedman, Olshen e Stone (Breiman, Friedman, Stone, & Olshen, 1984).

O algoritmo CART permite a construgio de drvores de decisao ¢ arvores de regressao
(Regression Trees) realizando um particionando recursivo bindrio do conjunto de
dados ¢ associando a cada nd-tolha da drvore uma classe, no caso das drvores de

decisao, ou um valor continuo, no caso das drvores de regressao.

Descricdo das Bases de Dados

Nesta secao sfo descritas todas as bases de dados utilizadas nos experiinentos, sendo a
maioria delas obtidas no Repositério de Dados da UCT (Blake & Merz, 1998) e do DELVE
(Delve, 2003).

Abalone

O objetivo dos experimentos com a base de dados Abalone ¢é predizer a idade de um
abalone (tipo de molusco da califérnia) a partir de medidas fisicas. A idade do molusco
é determinada pelo mimero de anéis existentes no interior do mesmo e, para se contar
tais anéis, é preciso cortar o molusco através do cone, colorindo-o e contar o ntimeto de
andis por meio de um microseépio, o que ¢ uma tarefa lenta e cansativa. Com essa hase
de dados espera-se predizer o mimero de anéis, que determina a idade, a partir de outras

medidas, mais téceis de obter, como peso e diametro.

Como pode ser visto na Tabela 4.4, a base de dados Abalone possui 4.177 exemplos,
com 7 atributos continuos e 1 nominal, além da classe (niimero de anéis), que é um valor
numérico. Por ter sido retirada do Repositério da UCI, nao foi necessdrio realizar limpeza

nos (ados antes de iniciar o processo de extragao de padroes.
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Tabela 4.4: Descrigdo da base de dados Abalone.

Ne de Exemplos 4177
Neo de Atributos Continuos 7
Ne de Atributos Nominais 1,

Auto-MPG

A base de dados Auto-MPG tem como objetivo prever o consumo de combustivel de um
carro na cidade em milhas por galdo (mpg), com base em caracteristicas como atributos

cilindros, poténcia do motor, peso, aceleragio e ano de fabricagdo.

Quando retirada do Repositério da UCI, essa base de dados possuia um atributo,
{car model), cujo valor era tinico para todos os exemplos. Assim, visando melhorar a
extracao de padrées, esse atributo foi excluido. A descrigdo dos dados utilizados nesses
experimentos é apresentada na Tabela 4.5.

Tabela 4.5: Descricio da base de dados Auto-MGP.

N2 de Exemplos 398
Ne de Atributos Continuos | 4
No de Atributos Nominais 3

Portanto, nos experimentos apresentados nesta tese, a base Auto-MPG possui 7 atribu-
tos, sendo 4 continuos e 3 nominais, além da classe, que representa o consumo em milhas

por galdo.

Housing

O valor de moradias em subiirbios de Boston pode ser predito com a base de dados
Housing. Cada exemplo dessa base descreve uma area com caracteristicas como taxa de
crime, concentracido de dxido nitrico, acesso a rodovias, numero médio de quartos por

moradia, etc. Na Tabela 4.6 é apresentada a descrigio dos dados dessa base.

Tabela 4.6: Descrigio da base de dados Housing.

Ne de Exemplos 506
Ne de Atributos Continuos | 12
Ne de Atributos Nominais 1

Nesses experimentos foi utilizada a base de dados Housing sem modificagoes, possuindo
506 exemplos, 12 atributos continuos, 1 nominal e a classe numérica, representando o valor

das moradias.
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CPU Performance

Os experimentos com a base de dados CPU Performance tém como objetivo prever o
poder de processamento de um computador, com base em caracteristicas como quantidade
minima e maxima de memdéria principal. Assim, cada exemplo representa uma configu-
racdo diferente de computador. A descricdo dos dados utilizados nesses experimentos é
apresentada na Tabela 4.7.

Tabela 4.7: Descri¢iio da base de dados CPU Performance.

Ne¢ de Exemplos 209
Ne de Atributos Continuos [ 6
Ne de Atributos Nominais 0

Assim, a base CPU Performance possui 6 atributos, sendo todos continuos, além da

classe, que representa o desempenho da CPU (Central Processing Unit).

Pole

A base de dados Pole representa uma aplicagdo comercial descrita em (Weiss & In-
durkhya, 1995). Os dados descrevem um problema de telecomunicacdo. Porém, ndo b4
muita informagdo disponivel sobre essa base. Na Tabela 4.8 é apresentada a descrigao dos

dados dessg base.

Tabela 4.8: Descri¢io da base de dados Pole.

Ne de Exemplos 15.000
Ne de Atributos Continuos 48
Ne de Atributos Nominais 0

Assim, a base de dados Pole possui 48 atributos, sendo todos continuos, além da classe

também continua.

Servo

Esta base de dados se refere a problemas de controle de robé. Os dados séo uma simu-
lagdo de um sistema de “servo mecanismo” que envolve um amplificador, um motor, uma
frente porca/parafuso, e um trilho. Em todos os exemplos, o valor de saida é certamente
quase um tempo de elevacdo, ou o tempo necessario para o sistema responder a uma mu-
danca de passo em uma posigio fixa. Esta é uma colegfo interessante de dados. Os dados
cobrem um fenémeno n#o-linear — predizendo o tempo de elevacdo de um mecanismo do
“servo” em termos de quatro variidveis, Esta base de dados estd contida no repositério
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da UCI, e possui 167 exemplos e 4 atributos nominais. Na Tabela 4.9 é apresentada a

descrigao dos dados dessa base.

Tabela 4.9: Descrigao da base de dados Servo.

Ne de Exemplos 167
N2 de Atributos Continuos [ 0
Neo de Atributos Nominais 4

Computer Activity

A base de dados “Computer Activity” é uma colegio de medidas das atividade de um
sistema computacional. Os dados foram coletados de uma Sun Sparcstation 20/712 com
128 Mbytes de memdria rodando em um departamento universitario multi-usudrio. Os
usudarios faziam uma grande variedade de tarefas que variavam desde acesso a internet,
edicio de arquivos ou execugdo de programas com grande utilizagdo de CPU. Os dados
foram coletados continuamente em duas ocasies separadas. Em ambas ocasites, os dados
das atividades do sistema foram coletados a cada 5 segundos. O conjunto de dados final
¢é obtido de ambas as ocasiGes com niumeros iguais de observagdes provenientes de cada
periodo coletado. Esta base de dados esta contida no repositério de dados DELVE, e
possui 8192 exemplos e 22 atributos continuos. Na Tabela 4.10 é apresentada a descrigao
dos dados dessa base.

Tabela 4.10: Descrigao da base de dados Computer Activity.

N2 de Exemplos 8.192
Ne de Atributos Continuos | 22
Ne de Atributos Nominais 0

Kinematics

Esta base de dados esté relacionada a cinemética precoce de um brago de robé com
8 graus de liberdade. Dentre as variagdes existentes dessa base, utilizou-se a 8nm que é
altamente ndo-linear e com média quantidade de rufido. Esta base de dados esta contida
no repositério de dados DELVE, e possui 8192 exemplos e 8 atributos continuos. Na

Tabela 4.11 ¢ apresentada a descrigio dos dados dessa base.

Tabela 4.11: Descrigao da base de dados Kinematics,

Ne de Exemplos 8.192
N2 de Atributos Continuos 8
Ne de Atributos Nominais 0
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Aiferons

Esta base de dados endereca um problema de controle, ou seja, pilotando uma aero-
nave F16. Os atributos descrevem o status do avido, enquanto o objetivo é predizer a
agdo de controle nas ailerons das aeronaves. Esta base foi obtida dos experimentos de
Rui Camacho (rcamacho@garfield.fe.up.pt), e possui 13750 exemplos e 40 atributos

continuos. Na Tabela 4.12 é apresentada a descrigao dos dados dessa base.

Tabela 4.12: Descrigao da base de dados Ailerons.

Ne¢ de Exemplos 13.750
Ne de Atributos Continuos 40
Ne de Atributos Nominais 0

Defta Ailerons

Esta base de dados também é obtida para a tarefa de controle de ailerons de uma
aeronave F'16, entretanto o atributo meta e os atributos de entrada séo diferentes da base
Ailerons. Neste caso, o atributo meta é uma variagio ao invés de um valor absoluto,
e hd uma pré-selecio de atributos. Esta base também foi obtida dos experimentos de
Rui Camacho (rcamacho@garfield.fe.up.pt), e possui 7129 exemplos e 6 atributos

continuos. Na Tabela 4.13 & apresentada a descrigio dos dados dessa base.

Tabela 4.13: Descrig¢do da base de dados Delta Ailerons.

Ne de Exemplos 7.129
N2 de Atributos Continuos 6
Ne de Atributos Nominais 0

Elevators

Este conjunto de dados foi também obtido a partir da tarefa de controlar uma aeronave
F16, embora a variavel meta e os atributos sejam diferentes do dominio da base Ailerons.
Neste caso a varidvel meta é relacionada a uma agéo obtida dos elevadores da aeronave.
Esta base foi obtida dos experimentos de Rui Camacho (rcamacho@garfield.fe.up.pt),
e possui 16559 exemplos e 18 atributos continuos. Na Tabela 4.14 é apresentada a descri¢ao

dos dados dessa base.

Census

Esta base de dados foi projetada com base nos dados fornecidos por US Census Bureau

(http://wuw.census.gov). Os dados foram colecionados como parte do censo norte
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Tabela 4.14: Descrigao da base de dados Elevators.

Ne de Exemplos 16.559
Ne de Atributos Continuos 18
Ne de Atributos Nominais 0

americano de 1990. Foram obtidos os dados de todos os estados. A maioria dos calculos
foram alterados para proporgdes apropriadas. Estes dados visam predizer o prego médio
das casas na regiao baseado na composigao demografica e um estado de mercado de casas
na regido. Esta base de dados estd contida no repositério de dados DELVE, e possui
22.784 - exemplos e 8 atributos continuos. Na Tabela 4.15 é apresentada a descrigio dos
dados dessa base.

Tabela 4.15: Descrigao da base de dados Census.

Ne de Exemplos 22.784
Ne de Atributos Continuos 8
Ne de Atributos Nominais 0

Wisconsin Breast Cancer

A base de dados Wisconsin Breast Cancer visa predizer o tempo de recorréncia do
cincer de mama. Cada exemplo representa os dados de follow-up para um caso de céncer
de mama. Esses sdo pacientes consecutivos vistos pelo médico Dr. Wolberg desde 1984, e
inclui apenas os casos exibindo cdncer de mama invasivo € nenhuma evidéncia de metastase
distante no momento do diagndstico. As primeiras 30 caracteristicas sdo calculadas de
uma imagem digitalizada de uma fina agulha de aspiragdo {fine needle aspirate (FNA})
de uma parte da mama. Elas descrevem caracteristicas dos nicleos celulares presentes na
imagem.

Esta base de dados esta contida no repositério da UCI, e possui 194 exemplos e 32
atributos continuos. Na Tabela 4.16 é apresentada a descrigdo dos dados dessa base.

Tabela 4.16: Descri¢ao da base de dados Wisconsin Breast Cancer.

Ne de Exemplos 194
Ng de Atributos Continuos | 32
Ne de Atributos Nominais 0
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4.2 Sintaxe Padrao para Representar Regras de Regressao

O foco desta segio é a sintaxe padrio para representagao de regras de regressio ade-
quada para englobar o tipo de representagio da hipétese induzida por vérios algoritmos
de regressdo (Pugliesi, Dosualdo, & Rezende, 2003; Dosualdo & Rezende, 2003a). Além
da definigio da sintaxe para regras de regressio, foram desenvolvidos scripfs para conver-
sdo da saida dos algoritmos M5, RT, Cubist, CART e RETIS para a sintaxe padrao de

Tegressao.

O processo de padronizagio dos regressores funciona da seguinte forma: primeira-
mente, o conjunto de dados é submetido a algum dos possiveis algoritmos de regressao, e
a saida por eles gerada é salva em um arquivo. Em seguida, é realizada a conversdo dessa
saida do algoritmo para o formato padrio de regras de regressdo, para gerar entdo um
arquivo que contenha o regressor no formato padrao de regras de regressao definido para
o Ambiente DISCOVER.

Independentemente do algoritmo de regressfo utilizado para induzir a hipétese, o con-
junto de regras padronizado obtido a partir dessa hipétese possui o formato apresentado
na Figura 4.5.

[ROO01] IF <condition_11>
AND <condition_12>
THEN <conclusion_1>

[ROO02] IF <condition_21»
AND <condition_22>
AND <condition_23>

THEN <conclusion_ 2>

[R0003] IF <condition_3>
THEN <conclusion_3>

[ROO04] IF <condition_41>
AND <condition_42>
AND <condition_43>»
AND <condition_44>
THEN <conclusion_4>

Figura 4.5: Exemplo de um conjunto de regras de regressio padronizadas.

Ao serem executados, os algoritmos possuem entrada de dados diferentes e também
produzem saidas em formatos distintos. Assim, foi necessério desenvolver scripts de con-
versiio das hip6teses de cada algoritmo de regressdo para a sintaxe padrdo de regras de

regressao.
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4.2.1 Gramatica da Sintaxe Padrio

Os métodos de regressio simbdlicos geralmente induzem hipdteses no formato de regras
e drvores. As regras sio diferente das drvores, e mesmo as drvores geradas por diferentes
algoritmos sfo distintas umas das outras: elas diferem no modo como ¢é particionado o
conjunto de dados, na escolha dos atributos e valores utilizados nos nés internos da arvore,
no modo como predizem o valor do atributo-meta em seus nés-folha (por exemplo, uma
Regression Tree calcula a média dos exemplos e uma Model Tree possui uma equagéo

linear), nos mecanismos de poda e no formato em que a arvore pode ser visualizada.

Devido aos diferentes formatos de representacdo das hipiteses geradas por esses algo-
ritmos, qualquer medida ou estatistica que precise ser calculada sobre as hipdteses tem
de ser implementada virias vezes, uma para cada formato de hipétese. Dessa maneira, &
definida uma sintaxe padrao para representaco de regras de regressdo para o Ambiente
DISCOVER. Baseado nessa sintaxe, padroniza-se os regressores convertendo-os para um
formato Gnico em que as regras sdo nio ordenadas. Além de facilitar a implementagao
de medidas e cdlculos a serem efetuados sobre as hipdteses, isso permite comparar os
regressores gerados pelos diferentes algoritmos.

Para possibilitar & integracdo e avaliagdo de conhecimentos extraidos por diferentes
algoritmos foi especificada a gramitica a ser utilizada na conversdo das regras geradas
pelos algoritmos de regressio para a sintaxe padréo de regras de regressdo. A definigdo
de tal gramdtica levou em considerag@o a padronizagio definida pelo grupo que trabalha
com o Ambiente DISCOVER.

A gramaética, que define a sintaxe padréo para regras de regressao, ¢ definida como
uma quidrupla G = (Var, Vi, P1, S1):

S). <regra regressao>

Var: { <regra regressio>, <nro regra>, <regrar>. <condigbes>, <atrib_meta>,
<regress@o>, <fator>, <termo>, <comparagdo>, <expressio>, <atributo>,
<operador relacional>, <valor numérico>, <valor categdrico>. <conjunto>,
<identificador>, <soma>, <constante>, <sinal>, <equacdo linear>, <digitos>,
<digito>, <letra> }

I/tl- { IF: THEN: OR: AND: IN: {1 }1 <=, 2=, =, L >y < +/“1 [: ]1 I T 0: 11
2: 31 4: 5: 61 7: 8: 91 a, b: G, d: € f': g, h: i1 j: k: 1: m,nop,qrs, t: u v, w,x, % % A:
B,C,D,EF GHIJKLMNOPQRSTUV,WXY,Z.}

38



P,. é representado na Figura 4.6 e descrito usando a notagao EBNF em que:

[a] = a|A
{a} = repetigio da cadeia a zero ou mais vezes
a|f = a ou § devem ser escolhidos

Nao terminais aparecem entre < e >, e terminais aparecem em negrito.

Por exemplo, a regra apresentada na Figura 4.7 foi gerada pelo algoritmo de regressao

Cubist e armazenada, juntamente com as demais, em um arquivo-texto.

As regras geradas sfio convertidas para a sintaxe padrio de regras de regressao utili-
zando a gramética de conversio apresentada anteriormente. Um exemplo da regra apre-
sentada na Figura 4.7 convertida para essa sintaxe pode ser visto na Figura 4.8. Todas

as regras convertidas também sao armazenadas em um outro arquivo-texto.

Observe que as informagdes fornecidas pela regra original (por exemplo: [898 cases,
mean 7.8, range 1 to 21, est err 1.2]) ndo sfo armazenadas na sintaxe padrio,
uma vez que essas medidas normalmente sdo distintas para cada algoritmo de regressao.
As informagdes necessdrias & avaliagio de regras sho calculadas de forma padronizada e

independem do algoritmo que as geraram.

Além da sintaxe padrdo apresentada, também foi definida uma gramadtica para a sin-
taxe padrio estendida para regras de regressio, a qual armazena também a frequéncia
relativa dos valores da matriz de contingéncia e 0 nimero total de exemplos, as medidas
de precisao (MAD e MSE, apresentadas na Segdo 5.2) e outros valores importantes para

o calculo das medidas.

Na Figura 4.9 é apresentado outro exemplo contendo regras de regresséo escritas na
sintaxe padrao, e na Figura 4.10 é apresentado esse exemplo na sintaxe padrao estendida
a qual é a sintaxe padrio, com os valores da tabela de contingéncia e outras medidas
que sdo imprescindiveis para cada tipo de problema tratado. Em regressao, a sintaxe
estendida engloba a matriz de contingéncia e duas medidas de erro, a MAD e MSE. Isso

devido ao fato da importéncia dessas medidas estarem disponiveis para consultas diretas.

Para cada regra na sintaxe padrao estendida para regras de regresséo, os elementos en-
tre os primeiros colchetes referem-se, respectivamente, a p(BH), p(BH),p(BH),p(BH),n.
Entre os segundos colchetes estdo os valores da medidas de erro MAD e MSE, respecti-
vamente. Observe que a primeira produgdo da gramaitica da sintaxe padrao estendida é
semelhante da graméatica G; com a inclus&o do simbolo nao terminal <valores> no final
da mesma.
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<regra regressdo> ::= <nro regra> <regra.r>

<regra_r> ::= [ IF <condigdes> THEN ] <atributo> = <regressio>
<condigdes> ::= <fator> | <fator> OR <condigbes>

<fator> ::= <termo> | <termo> AND <fator>

<termo> ::= <comparagdo> | <expressfo>

<comparagdo> ::= <atributo> <operador relacional> <valor numérico>

| <atributo> <operador relacional> <valor categérico>
| <atributo> IN { <conjunto> }

<atributo> ::= <identificador>
<expressdo> ::= <soma> <operador relacional> <valor numérico>
<soma> ::= <constante> <atraibuto>

| <constante> <atributo> <sinal> <soma>
<operador relacional> ::= <= | >=|=| < | > | <>
<regressdo> ::= <equagdo linear> | <valor numérico>
| <valor numérico> +/- <valor numérico>
<equagdo linear> ::= <constante> <sinal> <soma>
<conjunto> ::= <valor categérico> | <valor categérico> , <conjunto>
[ R <digito> <digito> <digito> <digito> |

<nro regra>

<ginal> ::= + | =

<constante> ::= <valor numérico>

<valor numérico> ::= [ <sinal> ] <digitos> [ . <digitos> ]

| [ <sinal> ] <digites> [ . <digitos> ] e <sinal> <digitos>
<digitos> ::= <digito> { <digito> }

<digito> ::=0 | 1| 2314156171819

<valor categdrico> ::= <identificador>

<identificador> ::= <letra> { <letra> | <digito> }

| <digito> { <letra> | <digito> }

Qetra> ::=a|lblcldlelflglhliljlklllmlnlo
fplglrlsltliulviwlxl|lylzlAIBICID
IEITFIGIHII|IJIKILIMINIOIPIQIRIS
FTIUIVIWIXTIY ]I Z]

Figura 4.6: Produgdes da gramaética da sintaxe padrao de regras de regressao.
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Rule 1: [898 cases, mean 7.8, range 1 to 21, est err 1.2]
if
sex = [
then
rings = 2.7 + 15.3 shell_weight - 7.1 shucked_weight + 8.8 diameter
+ 15 height + 0.2 whole_weight

Figura 4.7: Regra de regressdo gerada pelo algoritmo Cubist.

[ROO01]  IF sex IN {I}
THEN rings = 2.7 +15.3 shell_weight -7.1 shucked_weight

+8.8 diameter +15 height +0.2 whole_weight

Figura 4.8: Regra de regressdo da Figura 4.7 na sintaxe padréo.

Standard Regression Rules Converser

Inducer RT
Date:

[ROQO1] IF
AND
AND
THEN

[RO002] IF
AND

AND

AND

THEN

Fri Dec 19 21:38:22 2003

x6 <= -32.274651
x8 IN { normal }
xl <= -3.674200
y = «38.512024 +/~ Q.336

x6 <= -32,274651

%8 IN { normal }

x1 <= -0.598827

xl > -3.674200

y = -36.037579% +/- 0.230

Copyright (c) Daniel Gomes Dosualdo
Input File: mv_RT.out
Dutput File: mv_RT,rules

Figura 4.9: Exemplo de arquivo de regras de regresséo na sintaxe padréo.

A gramdtica, que define a sintaxe padréo estendida para regras de regressao, é definida
como uma quidrupla Gy = (Vi2, Via, P, S2):

Sa: <regra regressdo>

Vgt Vi U { <valores>, <matriz contingéncia>, <precisio> }
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Vig: Vi

Py: (P, -~ {<regra regressdo>}) U P. P sfo as produgdes representadas na Figura 4.11.

Measures of Regression Rules Copyright (c) Jaqueline Brigladori Pugliasi
Inducer: RT Input File: nv RT.rules
Date: Sun Dec 21 00:31:35 2003 Output File: mv_RT.saida

[RO0O1} IF x6 <= -32.274651
AND %8 IN { normal }
AND x1 <= -3.674200
THEN y = -38.612024 +/- 0.336
[ 0, 0,00232177894048398, 0.997678221059516, O, 30680 ] [1.122, 1.83112297461408]

[ROO02] IF x6 <= -32,274651
AND x8 IN { normal }
AND x1 <= -0.698827
AND x1 > -3.674200
THEN y = =-36.037679 +/= (.280
[ o, 0.00516677567037279, 0.994833224329627, 0, 30580 ] [1.150, 2.0087059207443]

Figura 4.10: Exemplo de arquivo de regras de regressao na sintaxe padrao estendida.

<regra regressfo> ::= <nro regra> <regra_r> <valores>
<valores> ;:= <matriz contingéncia> <precisdo>
<matriz conting@ncia> ::= [ <valor mumérico> ,
<valor numériceo> , <valor numérico> ,
<valor numérice> , <valor numérico> ]

<precis@o> ::= [ <valor numérice> , <valor numérico> ]

Figura 4.11: Producoes que completam a gramética da sintaxe padrdo de regras de re-
gressao estendida.

4.2.2 Conversio dos Regressores para o Formato Padrao

Para converter as regras e arvores de regressio para a sintaxe padrdo de regras de re-
gressao foram implementados conversores na linguagem PERL, sendo que tanto as regras
de regressio quanto drvores de regressao, independente do formato original, sdo converti-
das para a mesma sintaxe de regras de regressio. No momento, estdo implementados os

scripts para conversio da saida dos seguintes algoritmos de regressio: M5, RT, Cubist,
CART e RETIS.
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Os algoritmos de regress@o simbélicos utilizados no DISCOVER, juntamente com a

forma como representam suas hip6teses, sfo apresentados na Tabela 4.17.

Tabela 4.17: Algoritmos de regressao utilizados.

| Algoritmo | Forma de Representacio
Cubist Conjunto de regras de regressao
M5/ Weka Model Tree ou Regression Tree
RT Regression Tree com desvios-padroes
RETIS / RT Model Tree
CART / RT | Regression Tree com desvios-padroes

Um esquema scbre os conversores de dados de algoritmos de regressdo pode ser visu-

alizado na Figura 4.12.

l Regras de Regressiio n2

Sintaxe Padriio

IROO0I) IF . THEN ...
IR0002| TF .. THEN ...
{RQUO3| IF . THEN ..,

JRODON| IF .. THEN ...

e

Arvare RETIS

Figura 4.12: Conversio das saidas dos algoritmos de regressao utilizados no DISCOVER e
no REPPE.

Na Secdo 4.1.3 foi apresentada uma descrigio dos sistemas e algoritmos de regressio
utilizados, para os quais foram implementados conversores. Os sistemas RT e Weka sao
freeware, e com relagao ao Cubist, 0 LABIC possui uma versao do mesmo.

Depois de executados os algoritmos de regressio, converte-se os diferentes modelos
gerados para a sintaxe padrao de regras de regressao. Na Figura 4.13 sao apresentadas
algumas regras geradas pelo algoritmo Cubist utilizando a base de dados Abalone e na
Figura 4.14 pode-se visualizar essas mesmas regras convertidas para o formato padrio de

regras de regressao.

Na Figura 4.15 é apresentada a arvore de regressao gerada pelo algoritmo RT utilizando
a base de dados Auto-MPG, e as regras geradas na sintaxe padrao de regras de regressio
a partir dessa arvore podem ser visualizadas na Figura 4.16.
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Cubist [Release 1.10] Mon Mar 31 16:29:56 2003

Dptions:
Application ‘abalona’

Target attribute ‘rings’
Read 3762 cases (9 attributes) from abalone.data
Model:

Rule 1: [42 cases, mean 5.7, range 3 to 10, est err 1.0]

it
sex in {M, F}
diametar <= 0.23
then
rings = 3.8 + 67.5 shell weight + 34.2 diameter - 25.8 length
- 13.2 shucked_weight + 5.1 whole.weight -~ 4.6 viscera weight
+ 4 height

Rule 2: [809 cases, mean 6.9, range 1 to 16, est erxr 1.0]

it
sax = I
shell_weight <= 0.1535
then
rings = 2.7 + 15,3 phell_waeight - 6.5 shucked_weight + 8.8 diameter
+ 14 height

Figura 4.13: Algumas regras geradas pelo Cubist utilizando a base de dados Abalone.

Standard Regression Rules Conversor Copyright (c) Daniael Gomes Dosualdo
Inducer: cubist Input File: abalone.tmp.rules
Date: Mop Mar 31 16:20:59 2003 Output File: abalone.tmp.Rules

[ROOOL] IF diameter <= 0.23
AND sex IN {M, F}
THEN rings = 3.8 +67.5 shell _weight +34.2 diameter -25.8 length
-13.2 shucked_weight +5.1 whole_weight
-4.6 viscara_weight +4 height

[RO002] 1IF shell_weight <= 0.1635
AND sex IN {1}
THEN rings = 2,7 +15.3 shell_weight -6.5 shucked weight
+8.8 dlamater +14 haight

Figura 4.14: Regras da Figura 4.13 na sintaxe padrdo de regras de regressao.
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T e R PR L YT T T DT
RT version 4.1.0 - RESEARCH VERSION
AR AR ERASER RER R RERERE R IR ER CEMERIRR R O R Rk EF R R
(c) Copyright Lumis Torgo, All Rights Reserved.
05-Jul-0%
Problem with 8 attributes.
360 exemples were loaded.

SAVING THE UNPRUNED TREE ON FILE mpg data.tree

PRUNING THE TREE. ..DONE.
SAVING THE PRUNED TREE ON FILE mpg.data.pruned

RESULTING TREE :
cylinders In { 8 6 3} {mpg = 22.80)
True (18% of 360)
displacement <= 284.50 (mpg = 16.85)
True (84 of 181)
LEAF :: mpg = 19.47 +/- 0,634 [15.00..32.70]
False (97 of 181)

LEAF :: mpg = 14,58 +/- 0.472 [9.00..23.00)
False (179 of 360)
horsepower <- T0¢.50 (mpg = 28.82)

True (66 of 179)
LEAF :: mpg = 33.13 #/- §,304 [23.00..46.60]
False (113 of 179)
model In { 70 71 72 73 74 75 76 77 78 } (mpg = 26.30)
True (83 of 113)
LEAF :: mpg = 24.81 +/- 0,705 [18.00..33.50]
False (30 of 113)
LEAF :: mpg = 30.44 +/- §.533 [22.30..41.60])

NUMBER OF NODES 9 [5 are leaves]

Figura 4.15: Conjunto de regras geradas pelo RT utilizando a base de dados Auto-MPG.

Standard Regression Rules Conversor Copyright (c) Daniel Gemes Dosualdo
Inducer: rt Input File: mpg.out
Date: Mon Mar 31 22:31:12 2003 Qutput File: mpg.rules

[ROOC1] IF cylinders IN (8, 6, 3}
AND displacement <= 284.50Q
THEN mpg = 19.47 +/- 0©.634

[ROOD2) IF cylinders IN {8, 6, 3}
AND displacement > 284.50
THEN mpg = 14.58 +/= 0,472

[R0003] IF cylinders IN {4, 5}
AND horsepower <= T70.50
THEN mpg = 33.13 +/- 1.304

[ROCO4) IF cylinders IN {4, 5}
AND horsepower > 70.50
AND wodel IN {70, 71, 72, 73, 74, 75, 76, 77, 78}
THEN mpg = 24.81 +/- 0.705

[ROO0S) IF cylinders IN {4, 5}
AND bhorsepower > 70.50
AND model IN (79, 80, 8i, 82}
THEN mpg = 30.44 +/- 1.533

Figura 4.16: Conjunto de regras da Figura 4.15 na sintaxe padrao de regras de regressao.
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Na Figura 4.17 é apresentada a Model Tree gerada pelo algoritmo M5 do Weka uti-
lizando a base de dados Housing. Na Figura 4.18 pode-se visualizar algumas regras que

foram convertidas a partir dessa arvore para o formato padrao de regras de regressao.

Pruned training model trae:

RM <= 6.68 :
| DIS ¢=1.98 :
| | LSTAT <= 14.6 : LM1 (15/81.1Y%)
| | LSTAT > 14.6 : LM2 (57/33.6%)
| DIS > 1.98 : LM3 (275/34.8%)
RM > 6.68 :
| RM <= 7.44 ;
| | INDUS <= 7.82 :
I | | RM<=T.12:
I | | | LSTAT <= 5.2 : LM4 (20/32.6%)
I | | | LSTAT > 5.2 ; LM5 (20/45.9%)
I | | RM> 7.12 : LM6 (22/25.9%)
| | IKNDUS > 7.82 :
| | | NOX <= 0.589 : LM7 (8/18%)
I | | NOX> 0.589 :
I | | 1 NOX <= 0.651 : LM8 (4/14.7%)
I | | | ©Xox> 0.851 : LMO (4/34.3%)
|  RM > 7.44 : LM10 (30/49.7%)
Models at the leaves:

Smoothed {(complax):

LMl: MedHouseVal = 75.7 - 0.129CRIM + 0.00632ZN + 0.441CHAS - 2.99K0X
+ 0,184RM - 22,4DIS + 0.0711RAD - 0.00231TAX
= 0.118PTRATIO = 0.997LSTAT

LM2: MedHouseVal = 36.4 - 0.148CRIM + 0.00632ZIN + 0.441CHAS - 2.99K0X
+ 0.184RY - 3.96DIS + 0.0711RAD - 0.00926TAX
= 0.118PTRATIO - 0.354LSTAT

LM3; MedHouseVal = 20.2 - 0.0182CRIM + 0.0032ZN + 0.198CHAS - 1.32K0X
+ 3.81RM - 0.0448AGE - 0,707DIS + 0.225RAD - 0.0124TAX
- 0.B54PTRATIO - 0.205LSTAT

LM4: MedHouseVal = 0,633 - 0.0204CRIM + 0.00546ZN - 0,285INDUS + 0.278CHAS
+ 5.39NOX + 6,16RM - 0.00522AGE - 0.652DIS + 0.0432RAD
- 0.00146TAX - 0.355PTRATIO - 0.61LSTAT

LM5: MedHouseVal = 22,7 - 0.0204CRIM + 0.00546ZN - 0.285INDUS + 0.2738CHAS
+ 5.30NOX + 2.89RM - 0.0289ACE - 0.552DIS + 0.0432RAD
- 0.00146TAX - 0.355PTRATIO - 0.61LSTAT

LM6: MedHouseVal = 46 - 0.0204CRIM + 0.00B46ZN - 0.146INDUS + 0.278CHAS
+ 6,98N0X - 0.322RM - 0.0162AGE - 0.41DIS + 0.0432RAD
= 0.00146TAX - 0.355PTRATIO - 0.662LSTAT

LM7: MedHouseVal = 37.9 - 0.0204CRIM + 0.00546ZN + 0.278CHAS + 1.79N0X
+ 1.BRM - 0.271DIS + 0.0432RAD - 0.00146TAX
- 0.514PTRATIO ~ 1.28LETAT

LM8: MedHouseVal = 39 - 0.0204CRIM + 0.00546ZN + 0.278CHAS + 7.87NOX
+ 1.5RM - 0.711DIS + 0.0432RAD - 0.00146TAX
- 0.514PTRATIO - 1.52LSTAT

LMS: MedHouseVal = 37.4 - 0.0204CRIM + 0.00B46ZN + 0,278CHAS + 7.8YNOX
+ L.5RM = 0,271DIS + 0.0432RAD - 0.00146TAX
- 0.514PTRATIO - 1.52LSTAT

LM10: MedHouseVa. = 24.8 - 6,18CRIM + 0.00546ZN + 0.649INDUS + 0.278CHAS

- 1.76NOX + 5.82RM ~ 0.379DIS + 0.0432RAD - 0.00146TAX
= 1.5PTRATIO ~ 0.492LSTAT

Figura 4.17: Model Tree gerada pelo M5 utilizando a base de dados Housing.
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Inducer: mb

[RODO1] IF
AND
AND

THEN

IF
AND
AND

THEN

[ROCO2]

[ROOOB] IF
AND
AND
AND
AND

THEN

[ROOCE] IF
AND
AND
AND

THEN

{RO009] IF
AND
AND
AND
AND

THEN

[ROO10] IF
AND

THEN

Standard Regression Rules Conversor

Date: Mon Mar 31 17:13:32 2003

Copyright (c) Daniel Gomes Dosualdo
Input File: housing.out
Output File: housing.rules

RM <= 5.68

DIS <= 1.98

LSTAT <= 14.6

MedHouseVal = 75.7 - 0.129CRIM + 0.00632ZN + 0.441CHAS - 2.99NOX

+ 0.1B4RM - 22,4DIS + 0.0711RAD - 0.00231TAX - 0.118PTRATID - 0.997LSTAT

RM <= 6.68

DIS <= 1.98

LSTAT > 14.6

MedHouseVal = 36.4 - 0.148CRIM + 0.Q0632ZN + 0.441CHAS - 2.99NOX

+ (0.184RM - 3.96DIS + 0.0711RAD - 0,00926TAX - 0.11BPTRATIDC - 0.354LSTAT

RM > 6.68

RM <= 7.44

INDUS <= 7.82

RM <= 7.12

LSTAT > 5.2

MedHouseVal = 22,7 - 0.0204CRIM + 0.00546ZN - 0.285INDUS + 0.278CHAS
+ 5,39N0X + 2.89RM - 0.0289AGE - 0.552DIS + 0.0432RAD
- 0.00146TAX - O.355PTRATIO - O.61LSTAT

RM > 6.68

RM <= 7.44

INDUS <= 7.82

RM > 7.12

MedHouseVal = 46 - 0.0204CRIM + 0.00546ZN - 0.146INDUS + (,278CHAS
+ 6,98NOX - 0.322RM - 0.0162AGE - 0.41DIS + 0.0432RAD
- 0.00146TAX - 0.355PTRATIO - 0.662LSTAT

RM > 6.68

RM <= 7.44

INDUS > 7.82

NOX > D.589

NOX > 0.651

MedHouseVal = 37.4 - 0.0204CRIM + 0,00B46ZN + 0.278CHAS + 7.B7NOX

+ 1.5RM - 0.271DIS + 0.0432RAD - 0.00146TAX - 0.B14PTRATIO - 1.52LSTAT

RM > 6.68

RM > 7.44

MedHouseVal = 24.8 - 6.19CRIM + 0.00546ZN + 0.649INDUS + 0.278CHAS
- 1.76NOX + 5.82RM - 0.379DIS + 0.0432RAD
- 0.00146TAX - 1.6PTRATIO - 0,492LSTAT

Figura 4.18: Algumas regras da Figura 4.17 na sintaxe padrao de regras de regresséo.

4.3 Funcionalidades do Ambiente REPPE

As funcionalidades do Ambiente K:itr. que foi proposto e implementado sdo apre-

sentadas na Figura 4.19.

Como ji citado, os métodos de regressio simbdélicos geralmente induzem hipdteses no

formato de regras e drvores. As regras sdo diferente das arvores, e mesmo as arvores
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Medidas de
— Combinagéo de Avatiacao
Regressores Calculadas ou
‘ Combinadas
Regras na
d | Sintaxe Padrio
J Cubist I— Tiatamento
[ROQO1] IF  THEN SemAantico Matrz ge
[ROO0Z] IF  THEN
Base de I - [RODO3) IF  THEN
Dados —_— Construgio da \ /
/ Matnz de "
! Contingéncia \
F — Regras Pos-processadas
I na Sintaxe Padro
[ROOQI]IF  THEN .,
I [RODO2] IF  THEN ..
[ROOO3) IF  THEN

Figura 4.19: Funcionalidades do Ambiente REPPE.

geradas por diferentes algoritmos sdo distintas umas das outras. Devido a esses diferentes
formatos de representacio de hipéteses, qualquer medida ou estatistica que precise ser
calculada sobre as hipéteses tem de ser implementada varias vezes, uma para cada formato
de hip6tese. Dessa forma, foi definida e apresentada a sintaxe padrao para representacao
de regras de regressio para o Ambiente DISCOVER. Baseado nessa sintaxe, padroniza-se
o0s regressores convertendo-os para um formato tnico eni que as regras sdo nao ordenadas.
Além de facilitar a implementacdo de medidas e cdlculos a serem efetuados sobre as

hipdteses. isso permite comparar os regressores gerados pelos diferentes-algoritmos.

Essa padronizagdo também é importante para a integragao e poda de regras extraidas

por diferentes algoritmos de aprendizado.

A seguir sdo descritas as funcionalidade juntamente com os médulos que constituem
o Ambiente REPPE.

4.3.1 Avaliagio de Regras de Regressio no REPPE

A avaliacdo de conhecimento leva em consideragao algumas particularidades dos dife-
rentes tipos de problema. Assim, em regras de regressao o cdlculo da cobertura da regra.,
ou seja, a verificagdo da classe estar correta ou ndo em problemas de regressao se torna
mais complicada do que em classificagdo, ou seja, o célculo dos valores relacionados a H e
H néo sio triviais. Essa verificacdo é imprescindivel para o cdlculo dos valores da matriz
de contingéncia das regras {apresentada na Secdo 4.1.1). Varias medidas, tanto de preci-

sao quanto de qualidade do conhecimento obtido. sao calculadas a partir dos valores da

68



matriz de contingéncia, como o framework descrito em (Lavrac, Flach, & Zupan, 1999).
Com o célculo da matriz de contingéncia para regras de regressao incrementa-se o niimero
de medidas disponiveis para anélise das regras. O célculo da matriz de contingéncia para
regras de regressdo é realizado no Médulo Construgio da Matriz de Contingéncia,

descrito no Capitulo 5.

A fim de verificar se o conhecimento possui as caracteristicas desejadas, apés adqui-
rido, um pés-processamento deve ser realizado para avaliar o desempenho e a qualidade
do mesmo. Essa avaliagio procura investigar a precisio e a representagdo do modelo,
a complexidade e a dificuldade de entendimento do conhecimento extraido. Além disso,
o pés-processamento também tem como objetivo a filtragem do que foi aprendido, eli-
minando o conhecimento espirio, sem valor ou de situagbes 6bvias guiadas pelo senso
comum. O calculo das medidas de avaliagio sdo realizados no Médulo Avaliagao de
Regras (descrito no Capitulo 5} que tem implementado tanto as medidas derivadas da
matriz de contingéncia, quanto as nio derivadas da matriz de contingéncia, como MAD
(Mean Absolute Deviation), MSE {Mean Squared Error) e varidncia.

Muitas vezes, depois que os regressores sdo convertidos para o formato padrio de
regras de regressio, as regras que formam esse regressor podem apresentar condigdes des-
necessarias, principalmente quando o conjunto de regras é convertido a partir de uma
arvore. Isso acontece porque em muitos casos um mesmo atributo (numérico ou nominal)
é utilizado para particionar o conjunto de dados em diferentes niveis de uma arvore assu-
mindo diferentes valores, o que faz com que uma condigiio sobreponha a outra, tanto no
caso de atributos numéricos quanto nominais. Nesse sentido, foi desenvolvido o Mddulo
Tratamento Semdintico com o objetivo de excluir as condigGes desnecessédrias de cada

regra.

Caso as regras tenham sido geradas a partir de uma drvore, geralmente, é necessério
realizar um tratamento semantico a fim de excluir as condigbes desnecessérias de cada
regra, pois em vdrios casos um mesmo atributo (numérico ou nominal) é utilizado em
diferentes niveis de uma drvore assumindo diferentes valores, o que faz com que uma

condic¢do sobreponha a outra, tanto no caso de atributos numéricos quanto nominais.

O problema com os atributos numéricos acontece quando existem vérias condigbes em
uma regra sobre um mesmo atributo numérico com diferentes valores sobre um mesmo
operador (<, <=, >, >=), fazendo com que tais condigGes se sobreponham. A solucio
nesse caso consiste em encontrar o intervalo correto para o atributo numérico na regra em

que ele aparece em vérias condigdes desse tipo.

Por exemplo, seja um conjunto de dados com 3, Z2 e ©a atributos numéricos, ¢ uma
regra de regressao como apresentada a seguir:
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IF z; <= 0,17
AND =y <==0,10
AND z; <=0,08
AND z; > 0,03
AND z, > 3,84
THEN y = 5,02 +0,4z1 + 1, 1923

Pode ser observado que as duas primeiras condigdes da regra nao sao necessarias, uma
vez que a terceira condigdo (z, <= 0,08) sobrepde as duas primeiras. Dessa forma, apds

a aplicagdo do tratamento seméintico, obtém-se a seguinte regra de regressao:

IF z, <= 0,08
AND zq1 > 0,03
AND 73 > 3,84
THEN y = 5,02 + 0,4zy + 1,1923

Com os atributos nominais, o problema ocorre quando existe mais de uma condigao
sobre um mesmo atributo nominal em uma determinada regra. A solugdo aqui consiste
em encontrar a interseccdo dos valores nominais entre todas as condigoes que aparecem

naquela regra para o atributo nominal em questéo.

Seja um conjunto de dados sobre automéveis com z, e z atributos numeéricos, e 3
um atributo nominal assumindo os valores gm, ford, fiat, wolksvagem, toyota, peugeot,

audi e renouz. Agora considere a regra de regresséo apresentada a seguir:

IF z; < 8,75
AND za IN {gm, ford, fiat, wolksvagem, toyota, peugeot, renaux}
AND z3 IN {toyota, peugeot, renaus}
AND z3 IN {peugeot, renauz}

THEN y = 11,2 — 1,57z + 0, 44,

Analisando a regra, nota-se que para um exemplo de teste ser coberto por essa regra,
o atributo nominal za deve assumir os valores peugeot ou reneuz. Assim sendo, aplicando
o tratamento seméntico, obtém-se a regra abaixo. Nota-se claramente a maior compre-
ensibilidade da regra apresentada a seguir comparando-se com a regra antes da aplicagao

do tratamento seméntico.

IF z, < 8,75
AND za IN {peugeot, renauz}
THEN y = 11,2 — 1,57z, + 0, 4423

Na Figura 4.20 sdo mostradas as regras de regressio com tratamento semantico geradas
pelo algoritmo M5 e mostradas nas Figuras 4.17 e 4.18. Observe que as regras [R0005],
[RO006], [RO00Y] e [RO010] dessa figura séo mais compreensiveis que as correspondentes

na Figura 4.18 em fungdo do tratamento seméntico realizado.
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Semantic Threatment of Ragreseion Rules Copyright (c) Daniel Gomes Dosualdo

Inducer: mS

Input File: housing.rules

Date: Mon Mar 31 17:13:32 2003 Output File: housing.Rules

[ROOC1]) IF
AND

AND

THEN

[ROOC2] IF
AND

AND

THEN

[ROOCS]) 1IF
AND

AND

AND

THEN

[ROCOE] IF
AND

AND

THEN

[ROCO9] TIF
AND

AND

AND

THEN

{rRoO10] 1IF
THEN

DIS <= 1.98

RM <= 6.68

LSTAT <= 14.6

MedHouseVal = 75.7 = 0.129CRIM + 0.00632ZN + 0.441CHAS - 2,99N0X

+ 0.184RM - 22.4DIS + 0.0711RAD - 0,00231TAX ~ 0.118PTRATIO - O.997LSTAT

DIS <- 1.98

R¥ <= 6.68

LSTAT > 14.6

MedHousaeVal = 36.4 ~ 0.148CRIM + 0.00632ZN + 0.441CHAS - 2,99N0X

+ 0.184RM - 3 96DIS + 0.0TL1RAD - 0.00926TAX 0.118PTRATIQ - O.354LSTAT

INDUS <= 7.82

RM <= 7.12

RM > 6.68

LSTAT » 5.2

MedHouseVal = 22.7 - 0.0204CRIM + 0.00546ZN - (.28BINDUS + 0.278CHAS
+ 5.39N0X + 2.89RM - 0.0289AGE - 0.552DIS + (.Q432RAD
= 0.00146TAX - 0.355PTRATIO - O.61LSTAT

INDUS <= 7.82

RM <= 7.44

RM > T.12

MedHouseVal = 46 - 0,0204CRIM + 0.00546ZN - 0.146INDUS + 0.278CHAS
+ 6.96N0X - 0.322RM - 0.0162AGE - 0.41DIS + 0.0432RAD
-~ 0.00146TAX - ©.3B5FPTRATIO - 0.662LSTAT

INDUS > 7.82

RM <= 7.44

RM > 6.68

NOX > 0.651

MedHouseVal = 37.4 - 0.0204CRIM + 0.00646ZN + 0.278CHAS + 7.87NOX

+ 1.5RM - 0.271DIS + 0.0432RAD - 0.00146TAX -~ 0.514FTRATIG - 1.52LSTAT

RM > T7.44

MedHouseVal = 24,8 - 6.19CRIM + 0.00546ZN + 0.649INDUS + 0.278CHAS
- 1,76N0X + 5.82RM - 0,379DIS + 0.0432RAD
= 0.00146TAX - 1.5PTRATIO -~ 0.492LSTAT

Figura 4.20: Regras da Figura 4.18 na sintaxe padréo de regras de regressio com trata-

mento seméntico.

O tratamento semdntico é opcional e quando realizado é interessante que o seja antes
da construgio da matriz de contingéncia, de modo a tomar mais eficiente a construgéo da
mesma. Depois de construida a matriz, é realizado o calculo das medidas para avaliagio
de regras de regressdo, sendo essas medidas utilizadas para a realizacio da integragéo e
poda de regras. O médulo Combinagao de Regressores, descrito a seguir, é executado

independentemente dos demais.
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4.3.2 Combinacio de Regressores

A combinagéo de preditores & uma maneira de realizar o pés-processamento de co-
nhecimento que pode ser realizado quando se tem como objetivo principal a melhora da
precisao do preditor. Assim, o Ambiente KE4FE possui o Médulo Combinacio de
Regressores que visa a combinacdo de regressores homogéneos (bagging e boosting) e

heterogéneos (stacking) para problemas de regresséo, a fim de melhorar a preciséo.

A principal dificuldade, para problemas de regressao, refere-se ao boosting, uma vez
que a cada nova iteragdo deve-se verificar quais exemplos foram cobertos corretamente
pelo algoritmo, e regras de regressao nao predizem um valor categorico definido e sim, um

valor numérico, envolvendo um grau de incerteza quanto a classe predita.

Por ser o atributo meta continuo, o cdlculo da cobertura da regra, ou seja, a verificagao
da classe estar correta ou ndo em problemas de regressao é mais complicado do que em
classificagao. Para resolver esse problema foi utilizada uma estratégia baseada em um
limiar, utilizando desvio-padrao, para verificar quais exemplos sao cobertos corretamente
pelo regressor (Pugliesi & Rezende, 2003). No Capitulo 6 é apresentada a combinagao de
regressores disponivel no Ambiente REPPE. Também sao apresentados os experimentos

realizados para a validagao desse médulo.

4.3.3 Integragdo de Regras de Regressdo

Uma outra maneira de realizar o pds-processamento do conhecimento é por meio da in-
tegragao do conhecimento. Integracao do conhecimento refere-se ao processo de incorporar
novo conhecimento em uma base de conhecimento ja existente. Isso envolve determinar
como diferentes conhecimentos interagem, e como o conhecimento de diferentes bases de
conhecimento devem ser modificados para acomodar um ao outro. Integracao de conheci-
mento envolve a construgio de uma base de conhecimento a partir de varios sistemas de
aprendizado e depois a integracio desse conhecimento. O Mddulo Integragao de Re-
gras apresentado na Figura 4.19 realiza a integracao de regras no Ambiente REPPE tanto
de regras geradas pelo mesmo algoritmo de aprendizado utilizando diferentes amostras,

quanto de regras geradas por algoritmos distintos.

Apés a integragao de regras provenientes de diferentes amostras ou algoritmos, o vo-
lume de conhecimento produzido pelos algoritmos de aprendizado normalmente cresce,
podendo inclusive sohrecarregar os usuérios. Fornecer ao usuédrio uma grande quantidade
de padrdes descobertos a partir dos dados nao é produtivo. Normalmente, ele procura por
uma pequena lista de padrées interessantes (em sua opiniéo) e é essa lista que é importante

ser gerada pelo processo de Mineracao de Dados.

Encontrar quais padrdes interessam a um usuério, visando tanto o desempenho quanto
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a qualidade, é um problema dificil. Uma abordagem utilizada ¢ eliminar um conjunto de
regras que nao sao interessantes, enquanto limita a interagado com 0 usuério a poucas e
simples questdes de predicio. Essa eliminagao de regras é realizada no Mdédulo Poda
de Regras, no qual, de forma gradativa, sdo eliminadas 5%, 10%, 25/, e 50% das regras
originais.

Para realizar a integracio de regras de regressao, descrita no Capitulo 7, utiliza-se o

moédulo de avaliagdo de regras.

4.4 Consideragcbes Finais

A regressao é uma tarefa pouco explorada dentro da drea de Aprendizado de Maquina e
Mineragao de Dados, visto que a maioria dos trabalhos trata de problemas de classificagao.

Da mesma maneira, no DISCOVER, o panorama no é muito diferente.

Nesse sentido. foi definida uma sintaxe padrao para representar regras de regressio no
DISCOVER, e a implementagdo de uma classe para converter as safdas dos algoritmos de
regressao Cubist, RT' e Weka para essa sintaxe. O uso dessa sintaxe padrao é importante
pols permite implementar diversas medidas de pds-processamento de uma tnica vez e

utiliza-las para os tipos de saida gerada pelos diferentes algoritmos.

Para tanto, foi projetado e implementado o Ambiente REPPE com o objetivo de dar
suporte ao pés-processamento de problemas de regressao. Além da sintaxe padrio desen-
volvida para representar as regras de regressao no DISCOVER, no REPPE foram imple-
mentados seis médulos para trabalhar com problemas de regressao. Sao eles: Tratamento
Semantico, Combinacdo de Regressores, Integracio de Regras, Poda de Regras, Avaliacio
de Regras e Construgao da Matriz de Contingéncia. Esses médulos estdo detalhados nos
Capitulos 5, 6 e 7.

Esses médulos objetivam incrementar a potencialidade do Ambiente DISCOVER. para
tratar problemas de regressao, uma vez que nesse ambiente a maioria das implementagGes

estao voltadas para problemas de classificagéo.
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Capitulo

Avaliacao de Regras de Regressao

processo de Mineragao de Dados inicia-se com a escolha das fontes de dados

O a serem utilizadas e a defini¢io dos objetivos. Uma parcela desses dados é
selecionada, pré-processada e submetida aos métodos e ferramentas adequados

com o objetivo de encontrar padrdes e/ou modelos que representem o conhecimento obtido.
Depois de extrafdos, os padrées sio pés-processados e o conhecimento adquirido é avaliado
quanto & sua qualidade e/ou utilidade para determinar a viabilidade de sua utilizacio no

apoio a algum processo de tomada de decisdo.

Quando o conhecimento é obtido de uma base de dados, o usuério pode querer saber:
se o conhecimento representa o que ele sabe; se ndo representa, qual parte do seu conhe-
cimento anterior que esta ou nao correta ou é interessante; ou ainda, de que maneira esse
novo conhecimento difere de seu conhecimento anterior (Liu & Hsu, 1996; Liu, Hsu, &
Chen, 1997). Anteriormente, pesquisas assumiam que era de responsabilidade do usudrio
analisar o conhecimento. Entretanto, quando o niimero de regras é grande, ¢ muito dificil

para o usudrio analisi-las manualmente.

A fim de verificar se o conhecimento possui as caracterfsticas desejadas, apés adqui-
rido, um pés-processamento deve ser realizado para avaliar o desempenho e a qualidade
do mesmo. Essa avaliagio procura investigar a precisfo e a representa¢ao do modelo,
a complexidade e a dificuldade de entendimento do conhecimento extraido. Além disso,
o pés-processamento também tem como objetivo a filtragem do que foi aprendido, eli-
minando o conhecimento espirio, sem valor ou de situagdes ¢bvias guiadas pelo senso

comum.
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Para as medidas de avaliagio aqui relatadas, serd adotada a representagio mais gené-
rica (B ~+ H), da regra if < condigdo > then < conclusio > apresentada no Capitulo 3,
a fim de que se possa abranger uma maior variedade de regras.

Algumas medidas de avaliagdo podem ser calculadas utilizando os valores da matriz
de contingéncia, que consiste de uma matriz 2 x 2 na qual séo identificados o nimero de

elementos preditos correta e incorretamente, que foi mostrada na Secao 4.1.1.

A avaliagdo de conhecimento leva em consideragiao algumas particularidades dos di-
ferentes tipos de problema. Regras de regressdo, apesar de serem semelhantes as regras
de classificagdo, ndo predizem um valor categérico definido e sim, um valor numérico,
envolvendo um grau de incerteza quanto A classe predita (Cheng, 1998). Assim, por ser
o atributo meta continuo, o cdlculo da cobertura da regra, ou seja, a verificagao da classe
estar correta ou nao em problemas de regressiao se torna mais complicada do que em clas-
sificagao (o célculo dos valores relacionados & H e H nfo sao triviais). Essa verificagao
é imprescindivel para o cdlculo dos valores da matriz de contingéncia das regras. Com
o cdlculo da matriz de contingéncia para regras de regressdo incrementa-se o nimero de
medidas disponiveis para andlise das regras, uma vez que véirias medidas, tanto de preci-
sdo quanto de qualidade do conhecimento obtido, sio calculadas a partir dos valores da

matriz de contingéncia, como o framework descrito em (Lavrac, Flach, & Zupan, 1999).

As medidas de avaliacfio de regras de regressao que levam em consideragao os valores da
matriz de contingéncia para o seu calculo sio relatadas na Segfio 5.1. J4 na Segéo 5.2 séo
apresentadas as medidas de avaliagio que n3o utilizam os valores da matriz de contingéncia
para o seu célculo. Na Segfo 5.3 sGo apresentadas as trés estratégias propostas para o
célculo dos valores da matriz de contingéncia para problemas de regressio, sendo na
Secio 5.4 mostrados os resultados dos experimentos realizados para a validagdo das trés

estratégias. Finalmente, a Segio 5.5 contém as consideragdes finais deste capitulo.

5.1 Medidas Derivadas da Matriz de Contingéncia

A partir do cdlculo dos valores da matriz de contingéncia, vérias medidas podem ser
definidas, tais como as medidas de qualidade de regras apresentadas em (Lavrac, Flach,
& Zupan, 1999; Horst, 1999; Piatetsky-Shapiro, 1991).

Precisao (Acc)

De forma geral, a precisdo pode ser medida pelo total de exemplos preditos correta-
mente dividido pelo total de exemplos cobertos. Ou seja, a precisdo de uma regra

R é definida como a probabilidade condicional de H ser verdadeiro dado que B é
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verdadeiro, como mostrada na seguinte equagéo:

Essa definicdo de precisio visa a avaliagfio de regras isoladas, sendo diferente da

precisdo de um conjunto de regras ou preditor, que é definido como:

n{BH) + n(BH)

Acc=p(HB) +p(BH) = (5.2)

Erro Amostral ou Aparente {Err)

O erro amostral refere-se & taxa de erro da hipétese sobre a amostra de dados
disponivel. Como pode ser visualizado na equagao dada a seguir, quanto maior o
erro, menor a precisido da regra.

Err=1- Acc (5.3)

Confianga Negativa (NegRel)
Essa medida € definida como sendo a probabilidade condicional de H ser falso dado

que B ¢ falso. A confianga negativa representa a confianca de que, se 0 exemplo nio
é coberto pela regra, entfio a conclusio é falsa. E dada por:

Sensitividade (Sens)

A sensitividade € definida como a probabilidade condicional de B ser verdadeiro
dado que H é verdadeiro. K representada por:

(5.5)
Especificidade (Spec)

Essa medida é definida como sendo a probabilidade condicional de B ser falso dado
que H também é falso. E definida por:
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Cobertura (Cov)

A cobertura de uma regra representa a fragao de todos os exemplos que sao cobertos
pela regra, podendo ser considerada como uma medida de generalidade da regra.
(Quanto maior o valor dessa medida, maior o niimero de exemplos cobertos pela

regra. K dada por:

Cou(R) = p(B) = ——= (5.7

Suporte (Sup)

O suporte de uma regra indica a fragio de todos os exemplos que sdo cobertos

corretamente pela regra. E representada por:

nRImn

Sup(R) = p(BH) = —— (5.8)

(1

Novidade (Nov)

Essa medida tem como objetivo identificar o quanto uma regra é interessante, inova-
dora ou ndo usual. Ela é definida pela comparagio entre o valor esperado da medida
suporte (p(HB)) e os valores de p(B) e p(H). Quanto maior a diferenca entre o
valor esperado e o valor observado, maior a probabilidade de existir uma correlagao

inesperada e verdadeira entre B e H. E dada por:

Nov(R) = p(BH) ~ p(H) x p(B) = "0 — (220 5 1020y (59)

Tt 7 7

Satisfagdo (Sat)

A satisfacio da regra representa a queda relativa na precisio entre a regra B —
verdadeiro e a regra B — H. Pode ser observado que a satisfacio de uma regra esté
relacionada com a precisio, pois Sat(B — H) = 1 se e somente se Acc(B — H) = 1.
Essa medida estd mais relacionada com a descoberta de conhecimento novo. Ela é

definida por:

_pE)-pHIB) PR ,
MR- T ® T ®) )

Consisténcia

Consisténcia é a medida de quanto um conhecimento é especifico para o problema.
Quanto mais alta a consisténcia, mais precisamente é coberta a classe em questéo.

A consisténcia é mixima quando a regra cobre somente os exemplos da classe e
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nenhum exemplo fora desta classe, isto é, quando ndo existem falsos positivos. A

consisténcia de uma regra R é definida por:

n(BH)
n(BH) + n(BH)

Consisténcia(R) = (5.11)

Deve ser observado que esta medida néo reflete o ntimero de exemplos cobertos pela

regra.

Completude

Completude é a medida que calcula o quanto do dominio do problema é coberto
pela regra. Quanto mais alta a completude, mais exemplos sio cobertos pela regra.

A completude de uma regra R é definida por:

n(BH)
n(BH) +n(BH)

/r 10\

\ .Lb)

Completude(R) =

Estatistica de Cohen

A estatistica de Cohen busca encontrar um nivel de associagio na diagonal principal
da matriz de contingéncia, para servir como medida de qualidade de uma regra. O
célculo é feito por meio da combinagdo dos valores de consisténcia e completude de
uma regra com o numero total de exemplos e o niimero de exemplos de uma classe

cobertos pela regra R, por meio da seguinte equacio:

Ry=" Consisténcia( R} - Completude(R) — n(BH)
L“’}C"he"’( ) - n Consistencia( R)+Completude( R) ¢ DI\

(5.13)

O valor retornado por essa equagao esta entre -1 e 1. Valores negativos representam
um relacionamento inverso entre uma regra e a classe por ela predita.

Estatistica IMAFQO

A estatfstica IMAFO apresenta um valor real entre 0 e 10 para medir a qualidade

de uma regra. O valor é calculado pela seguinte equagao:

Qimaro(R) = (Acc- Eg) - 10 (5.14)

sendo Acc a precisao da regra R, e E'p a estimativa de cobertura da regra R calculada

pela seguinte equacéo:

Ep=ezxp| —+=~—1 5.15
" \ n(H) ) (518)
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Embora sejam esperados bons resultados dessa estatistica, na pratica existem difi-
culdades quanto a sua interpretacao.

Estatistica de Coleman

A estatistica de Coleman é uma medida da “combinagio” entre a primeira coluna e
cada linha da tabela de contingéncia. No caso de uma tabela de contingéncia, como
a Tabela 4.2, a relagéo correta é entre a primeira coluna e a primeira linha. Esta
medida é calculada de forma similar a estatistica de Cohen por meio da seguinte

equagao:

n - Conststéncia{ R) - Completude(R) — n{BH)
n - Completude(R) — n(BH)

QCoieman(R) ;516)
Da mesma forma que a estatistica de Cohen, o valor retornado esté entre -1 e 1,
com valores negativos significando também um relacionamento inverso entre uma
regra e a classe por ela predita. No entanto, a estatistica de Coleman nao extrai a
completude da regra. Isso a torna incapaz de medir o efeito de falsos negativos na
qualidade da regra, pois o bias no sistema de indugéo favorecera os falsos negativos

sobre os falsos positivos.

SKIB1 e SKIB2

As estatisticas SKIB1 e SKIB2 sao combinagdes das estatisticas de Cohen e Coleman,
e tém sido sugeridas como medidas que aproveitam as melhores caracteristicas de

ambas. As equagoes sao as seguintes:

Qsx1p1(R) — Qcoleman(R) - Ml (5.17)

Qsx1p2(R) = Qcoteman(R) - (5.18)

Estas sdo medidas de combinacéo e associagdo, isto €, elas extraem valores de toda
a tabela de contingéncia para retornar a qualidade da regra. Deve ser observado que
essas estatisticas lidam bem com muitos dos problemas de distribuigio de classes
que causam confusdo em outras medidas. Desta forma, parecem ser medidas de
qualidade bastante iteis.

Uso da Informacao

A teoria da informagio é também uma 4rea que estd estritamente relacionada a
estatistica, e pode oferecer alguma ajuda para medigdes de qualidade. O célculo do
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ganho de informag#o resultante de uma regra particular pode ser dado pela seguinte

equagao:

Qirip(R) = —log + log Consisténcia(R) (5.19)

sendo todos os logs na base 2. Porém, somente é valida se Consisténcia(R) > —

Assim, o resultado deve ser usado como um limite minimo de qualidade da regra.
Tal como a estatistica de Coleman, essa medida falha ao incorporar a completude

da regra gerando as mesmas consequéncias indesejaveis.

5.2 Medidas Nao Derivadas da Matriz de Contingéncia

Nesta segao sdo apresentadas algumas medidas para problemas de regressdo que ndo

utilizam os valores da matriz de contingéncia para seu calculo.

Normalmente, em regressao utilizam-se trés medidas para determinar a precisdo dos
modelos, que estdo ligadas & magnitude e a forma de verificagao de erros (Torgo, 1995;
Merz, 1998; Torgo, 1999):

MAD (Mean Absolute Deviation ou Média da Diferenga Absoluta)

MAD é uma medida de erro que quantifica o erro do modelo pela média dos desvios
absolutos de suas predigdes, isto €, MAD consiste na média da diferenca (em mddulo)
entre os valores reais e preditos para um atributo meta, como mostra a equagao a

seguir:

MAD(R) = %i lys — Rzl (5.20)

MSE (Mean Squared Error ou Média dos Erros aoc Quadrado)

A MSE (Equagio 5.21) consiste na média do quadrado da diferenca entre os valores
reais e preditos para um atributo meta. Essa medida, muitas vezes, é utilizada para

minimizar o erro quanto & predi¢io dos valores.

MSE(R) = - 3" gy — h(a:))? (5.21)

RMSE (Relative Mean Squared Error ou MSE Relativa}

A medida RMSE fornece um valor relativo para o erro. Um valor entre 0 e 1 indica

que a regra R estd se saindo melhor que apenas predizer o valor médio do atributo

81



meta Y.

RMSE(R) = (lz(y,- —h(:na)?) / (3 —@)2) - MR (5.29)

Além das medidas para determinar a precisdo dos modelos é importante calcular a
variancia e o desvio padrao desses erros.

Os resultados, tanto do erro quanto da varidncia, também dependem do fato de como
o experimento foi realizado, ou seja, qual paradigma para estimativa do erro foi utilizada,
como, bootstrap, holdout, k-fold cross-validation, k-fold stratified cross-validation, e leave-
one-out. (Mitchell, 1997).

Varidncia
A varincia mede quanto as predigbes do algoritmo de aprendizado variam com

respeito a outras, isto €, como é a flutuagéo para conjuntos diferentes de treinamento.

Vale ressaltar que o desvio padréo € a raiz quadrada da variancia.

n

var(R) = # (5.23)

Algumas medidas de precisio e cobertura também podem ser utilizadas como parime-
tros para a avaliacio da qualidade do conhecimento extraido. Uma medida de qualidade
permite avaliar e, consequentemente, aprovar, aceitar ou recusar o conhecimento extraido.

Essas abordagens consideraram alguns fatores como (Liu & Hsu, 1996): (i) a possivel
existéncia de um grande mimero de regras dificultando a andlise por parte do usuério;
(ii} a possivel complexidade ao avaliar a regra, por exemplo, o nimero de condigbes ou a

estrutura de representacao.

O primeiro fator deve-se ao tamanho do conjunto de dados analisado, pois dependendo
das configuragoes dos algoritmos podem ser retiradas regras muito precisas que cobrem
poucos exemplos, ou regras imprecisas que cobrem muitos exemplos. J4 o segundo fator

deve-se a caracteristicas da compreensdo dos usuérios.

Também deve ser considerado que se é um ser humano quem deve aplicar o proce-
dimento de predicio, este deve ser facilmente compreensivel ou sendo enganos podem
ocorrer na utilizacdo do conhecimento. Um exemplo é o caso Three-Mile Island, em que
os dispositivos automdticos corretamente recomendaram o desligamento, mas esta reco-
mendagio nao foi executada pelos operadores humanos que a consideraram infundada.
Uma histéria similar se aplica ao desastre de Chernobyl.
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O critério de compreensibilidade também est4 ligado a conceitos subjetivos relaciona-
dos, principalmente, a facilidade de compreenséo da regra e a capacidade exploratéria dos
padrdes extrafdos no processo. A compreensibilidade tratada como a complexidade das
regras leva em consideragio tanto o nimero de atributos na parte condicional da regra

quanto na parte conclusiva.

Medir o grau de compreensibilidade dos padrdes encontrados é uma tarefa dependente
da capacidade de abstragdo do usuério. Dependendo do modelo obtido é necessario um

critério diferenciado para avaliar a compreensibilidade.

Para arvores de regressiio a compreensibilidade pode ser medida pelo niimero de nés
da Arvore. Arvores com muitos nés aumentam a complexidade de abstracio (Ram, 1990).
Além de verificar o nimero de nés outro fato que deve ser levado em consideragao é a
profundidade e a largura da arvore, sendo que quanto mais profunda for a arvore menor
serd sua capacidade de explicagio (Weiss & Indurkhya, 1998). J4 quanto a largura de
uma arvore, geralmente, quanto mais larga, mais dificil é de ser compreendida devido ao

maior niimero de possiveis solugdes.

J4 para regras de regressdo um fator utilizado para verificar a compreensibilidade é o
nimero de condigdes da regra, visto que um grande nimero de condigbes pode dificultar

o entendimento da regra.

Um outro fator que influencia em ambas as técnicas é o ntimero de termos existentes
na fungéo (no caso das técnicas que predizem o atributo-meta utilizando-se uma funcao
matematica), uma vez que a existéncia de muitos termos pode dificultar a compreensao

dessa fungéo.

Vale ressaltar que medidas de compreensibilidade baseadas em ndmero de nés, condi-
goes e termos em uma arvore, regra ou férmula levam em conta apenas critérios sintéiticos.
Intuitivamente, uma medida de compreensibilidade deveria levar em conta também crité-

rios semanticos ou aspectos da ciéncia cognitiva (Pazzani, 2000b).

As vezes, quando arvores de regressio sdo convertidas para regras de regressio, as
regras que constituem podem possuir condigGes desnecessérias. Isso acontece porque em
muitos casos um mesmo atributo é utilizado para particionar o conjunto de dados em
diferentes niveis de uma drvore assumindo diferentes valores, o que faz com que uma
condigdo sobreponha a outra, tanto no caso de atributos numéricos quanto nominais.
Nesse sentido, pode ser aplicado um tratamento semantico as regras com o objetivo de
excluir as condigOes desnecessérias de cada regra. Esse tratamento, que no Ambiente

¢ implementado no médulo de tratamento semantico mostrado na Figura 4.19,

apresenta duas vantagens:

1. melhora a compreensibilidade da regra, visto que quanto maior o niimero de condi-

¢oes, mais dificil o entendimento da regra;
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2. aumenta a eficiéncia dos programas que utilizam essas regras como entrada, j& que
muitos testes desnecessdrios sdo evitados. Isso se apresenta extremamente impor-
tante quando o arquivo de regras é extenso e/ou o niimero de exemplos de teste é
grande.

Além da preciséio, cobertura e compreensibilidade, um outro problema no campo de
descoberta de conhecimento é o desenvolvimento de medidas de grau de interesse dos
padrées encontrados. O grau de interesse é uma maneira de avaliar qualidade tentando
capturar o quanto de conhecimento interessante (ou inesperado) elas apresentam. As me-
didas de grau de interesse estio baseadas em varios aspectos, principalmente na utilidade

que as regras representam para o usudrio (Dong & Li, 1998).

Considerando as abordagens e os fatores de interesse, é comum encontrar na litera-
tura diversas referéncias a medidas de grau de interesse para problemas de classificagéo,
algumas delas em (Freitas, 1998b,a; Horst, 1999; Sahar, 1999; Sahar & Mansour, 1999).
Entretanto, medidas de grau de interesse para problemas de regressdo ainda estio em
fase inicial de estudos, devido principalmente & incerteza de predizer o atributo-meta que
se trata de um valor numérico. Desse modo, interessa ao usudrio identificar os padroes
que tenham erros minimos e que consigam generalizar um grande nimero de exemplos.
Piatetsky-Shapiro foi um dos primeiros pesquisadores a discutir a problemadtica do grau
de interesse do conhecimento obtido em (Piatetsky-Shapiro, 1991). Desde entdo, surgiram

diversas propostas de medidas de grau de interesse.

Tais medidas de grau de interesse estdo divididas em medidas objetivas, que dependem
apenas da estrutura dos padroes e dos dados utilizados no processo de descoberta, e
as medidas subjetivas, que também dependem da classe de usudrios que examinam os

padrdes.

Em (Torgo, 1995) sdo apresentadas medidas para avaliar a qualidade de regras espe-
cializadas. Uma regra especializada R’ é construida variando-se operadores ou atributos
de uma regra original R com a intengéo de se obter uma methor precisdo. A seguir sdo
descritas algumas medidas de grau de interesse objetiva. As medidas de avaliago de qua-
lidade, GanhoMAD, LC e Q, quantificam algumas caracteristicas de regras de regressao,

como precisdo e representagdo da classe no formato de fungio matematica.

GanhoMAD

A medida GanhoMAD quantifica o ganho entre duas regras de regressio diferenci-
adas pela medida MAD. A medida GanhoMAD é definida pela seguinte equagao:

se R for a regra original (5.24)

se R for uma regra especializada
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na qual, MAD(R) é o valor MAD da regra original R, enquanto que MAD(R’) é o
valor da MAD da regra especializada R’.

Para a utilizagdo dessa medida é necessario que a MAD esteja normalizada. Essa
normalizagdo € necessdria para evitar a ocorréncia de um ganho negativo, isto é,
MAD,, = MAD/MADmaior, na qual MADmaior € & maior diferenga entre um valor
predito e real para a regra R.

LC (Lost Coverage)

A medida de grau de interesse denominada LC quantifica a perda de cobertura dos
exemplos entre duas regras R e R’, sendo definida pela Equagio 5.25. O valor de

LC para a regra original é o préprio niimero de exemplos.

(n(BH) + n(BH)) — (n(BHY + n(BH)')

LO(RY) = n(BH) +n(BH)

(9.20

Com o auxflio das medidas GanhoMAD e LC, uma medida de qualidade Q da regra
R pode ser calculada a partir de constantes (pesos) atribuidas a GanhoMAD e a

LC, conforme a equagao:

Q(R) = GanhoMAD(R) * wyanho + (1 = LC(R)) * (1 = wenso) (5.26)

na qual, 08 pesos Wganho € (1 — Wyanpo) representam um balanceamento entre a
generalidade e a corretude da regra.

Se o valor de wyank, for alto, de acordo com a medida Q, as regras mais especfficas
terdo um maior grau de interesse. Por outro lado, se o valor de Wganho fOr baixo,
as regras mais gerais serdio as escolhidas, diminuindo-se a precisio (Torgo, 1995).
A constante Wyanno pode ser especificada pelo usuério determinando um intervalo!
[w1 ... w2| que consiste em um valor minimo e méximo para minimizar ou maximizar
o ganho, sendo que esses valores devem pertencer a um intervalo entre 0 e 1. Q
calculo de wyanno ¢ mostrado na equagio:

Wyanho — W1 + (w3 — wy) * GanhoMAD(R) (5.27)

Gabaritos (Templates) de Regras

Para a utilizagio desta medida sao definidos gabaritos com o especialista/usudrio e o

analista e interessam somente as regras que “casam” com esses gabaritos { Templates)
(Fu & Han, 1995; Klemettinen, Mannila, Ronkainen, Toivonen, & Verkamo, 1994).

1O usuério também pode especificar um valor fixo wyanhe 80 invés de um intervalo.

85



Cobertura de Regras Minimas

Utilizando a cobertura de regras minimas, algumas regras, ou seja, um conjunto
minimo de regras que cobrem o maior nimero de exemplos do conjunto de dados, sao
apresentadas ao usuario (Toivonen, Klemettinen, Ronkainen, Haténen, & Mannila,
1995).

Entre as medidas de grau de interesse subjetiva tem-se:

Inesperabilidade

A inesperabilidade avalia se as regras sio excepcionais (ndo observadas) frente ao
conhecimento do especialista do dominio (Silberschatz & Tuzhilin, 1996, 1995; Pad-
manabhan & Tuzhilin, 1999). A inesperabilidade pode ser interpretada no sentido
estatistico, como uma alta casualidade que aparece sob uma suposigao ou hipétese
independente ou sob algum bias que seja contrario as crengas do usuario (Liu &
Hsu, 1996; Liu, Jsu, Ma, & Chen, 1999).

Acionabilidade

A acionabilidade avalia se o usudrio pode utilizar as regras para obter vantagem na
aplicacdo da regra, ou seja, as regras sao consideradas interessantes, desde que o

usuério possa obter vantagens ao utiliza-las (Piatetsky-Shapiro & Matheus, 1994).

5.3 Estratégias para Determinar. Matriz de Contingéncia para Re-

gras de Regressdo

Visando o cilculo dos valores da matriz de contingéncia para regras de regressao,
e consequentemente a possibilidade de utilizagdo de todas as medidas apresentadas na
Secéo 5.1, foram propostas a utilizagio de trés diferentes estratégias para calcular essa
matriz. As estratégias sio: (i) ajustamento, que visa encontrar um limiar entre o valor
real e o valor predito, sendo essa estratégia por nés definida e implementada; (ii) pseudo-
classe, que divide o intervalo de variagéo do atributo meta em pseudo-classes e verifica se
o valor predito e o real estdo ou ndo na mesma pseudo-classe; e (iil) discretizagfo baseada
em entropia, que também constréi intervalos para o atributo meta e verifica se o valor
predito e o real se encontram no mesmo intervalo. Essas trés estratégias serdo detalhadas

a seguir.
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5.3.1 Ajustamento

Como o algoritmo de regressdo retorna como classe ou cabega (Head) da regra um
valor numérico real ou uma equagdo matemética baseada em seus atributos, que gera como
resultado final para cada exemplo um valor real, utilizou-se um limiar para a construgio
da matriz de contingéncia. Esse limiar (e) foi apresentado na Equacdo 3.2 (pégina 25).
Com a utilizagdo do limiar ¢ é possivel calcular o niimero de exemplos para o qual a cabega
da regra é verdadeira ou falsa, ou seja, se o valor referente a classe do exemplo pertence

ao intervalo definido por esse limiar.

O ponto critico nesta estratégia é a definicdo do valor do limiar. O limiar utilizado na
estratégia, por nés definida e implementada, utiliza o célculo do desvio padréo do erro da

regra encontrado no conjunto de dados.

Com o objetivo de analisar como diferentes limiares, utilizando desvio padréo, in-
fluenciam nos valores da matriz de contingéncia trés variagoes, por nés escolhidas, foram
consideradas: somente o valor do desvio padréo, o desvio padrao mais a média do erro e o
desvio padrao mais a mediana do erro. Com isso é possivel analisar o comportamento de
diferentes tamanhos de limiar, dado que utilizando somente o desvio padrio tem-se um

limiar mais restrito.

Para cada regra s8o calculados o desvio padrio, a média e a mediana, que leva em
consideragdo tanto os exemplos cobertos por essa regra, quanto os ndo cobertos. Ou
seja, para cada regra tem-se dois desvios padrao, duas médias e duas medianas, que so
utilizadas de acordo com a cobertura do exemplo.

Como exemplo, considere a seguinte regra, na sintaxe padrao (Pugliesi, Dosualdo, &

Rezende, 2003), na qual rings é o atributo a ser predito:

[RO0O1]  IF shell_weight <= 0.25
THEN rings = § +21.4 shell_weight +1.7 diameter

Suponha que o conjunto de exemplos possui 12 exemplos cobertos por essa regra e
12 exemplos néo cobertos por essa regra, como séo apresentados nas Tabelas 5.1 e 5.2,
respectivamente,

Para cada um dos exemplos da Tabela 5.1, foi calculado o valor predito pela regra,
bem como o erro encontrado, ou seja, a diferenga absoluta entre o valor predito e o real.
Por fim, foram calculadas as medidas relacionadas a regra, sendo o desvio padréo igual a
1,86; a média igual a 1,36 e a mediana igual a 0,75.

Além disso, para cada um dos exemplos nao cobertos pela regra, apresentados na
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Tabela 5.1: Exemplos cobertos pela regra.

Atributos
sex | length | diameter | height | whole | shucked | viscera | shell | rings | Valor Erro
weight | weight | weight | weight Predito
M 0,46 0,37 0,10 0,51 0,22 0,10 0,15 15 8,83 6,17
M 0,35 0,27 0,09 0,23 0,10 0,08 0,07 7 6,95 0,05
F 0,53 0,42 0,14 0,68 0,26 0,14 0,21 9 10,20 1,20
M | 0,44 0,37 0,13 | 0,52 0,22 0,11 0,16 | 10 8,04 1,06
I 0,33 0,26 0,08 0,21 0,09 0,04 0,06 7 6,61 0,39
I | 043 0,30 0,10 | 0,35 0,14 0,08 | 0,12 8 8,08 0,08
M 0,48 0,37 0,13 0,51 0,22 0,11 0,17 9 9,16 0,16
F 0,53 0,38 0,14 0,61 0,19 0,15 0,21 14 10,10 3,90
M | 0,43 0,35 0,11 | 0,41 0,17 0,08 | 0,14 | 10 8,48 1,52
M 0,49 0,38 0,14 0,54 0,22 0,10 0,19 11 9,71 1,29
F 0,54 0,41 0,15 0,68 0,27 0,17 0,21 10 10,10 0,10
F 0,47 0,36 0,10 0,48 0,17 0,08 0,19 10 9,56 0,44
Tabela 5.2: Exemplos nao cobertos pela regra.
Atributos
sex | length | diameter | height | whole | shucked | viscera | shell | rings | Valor } Errec
weight | weight | weight | weight Predito
F | 053 0,42 015 | 0,78 0,24 0,14 | 0,33 | 20 12,80 | 7,20
F 1 055 0,43 0,13 | 0,77 0,29 0,06 | 0,26 | 16 11,30 | 4,70
F 0,55 0,44 0,15 0,89 0,31 0,15 0,32 19 12,60 6,40
F 0,57 0,44 0,16 0,94 0,43 0,21 0,27 12 11,50 0,50
F | 0,62 0,48 0,17 | 1,16 0,51 0,30 | 0,31 | 10 12,30 | 2,30
F | 0,56 0,44 0,14 | 0,93 0,38 019 | 0,30 | 11 12,20 | 1,20
F 0,58 0,45 0,19 1,00 0,39 0,27 0,29 11 11,90 0,90
M | 0,59 0,45 0,14 | 0,93 0,36 023 | 028 | 12 11,70 | 0,30
M 0,61 0,48 0,18 0,94 0,39 0,22 0,30 15 12,10 2,90
M ! 0,58 0,47 0,17 1,00 0,39 0,24 0,33 10 12,90 2,90
F 0,68 0,56 0,17 1,64 0,61 0,28 0,46 15 15,80 0,80
M 0,67 0,53 0,17 1,34 0,55 0,36 0,35 18 13,40 4,60

Tabela 5.2, também foi calculado o valor predito, bem como o erro encontrado. E foram

calculadas as medidas relacionadas a essa regra, sendo o desvio padrdo igual a 2,36; a

média igual a 2,89 e a mediana igual a 2,60.

Como esperado, os valores relacionados aos exemplos ndo cobertos pela regra apresen-

taram maiores valores de etrro.

Considerando os cdlculos apresentados, os limiares € para essa regra podem ser visua-
lizados na Tabela 5.3. Assim, o exemplo é considerado corretamente predito pela regra

caso o valor predito esteja entre o valor real + o limiar utilizado.
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Tabela 5.3: Limiares € para a Regra [R0001)].

. Desvio Padrao | Desvio Padrao | Desvio Padrao
' + Média + Mediana
B 1,86 3,22 2,61
(shell_weight <= 0,25)
B 2,36 5,25 4,96
(shell_weight > 0,25)

5.3.2 Pseudo-Classe

Um conjunto de “pseudo-classes” é gerado utilizando o algoritmo P-Class em um pro-
cesso de discretizagdo descrito em (Weiss & Indurkhya, 1995). O objetivo desse algoritmo
é associar os valores do atributo-meta Y &s pseudo-classes de modo a minimizar a distincia

entre cada v; e a média de sua pseudo-classe.

O P-Class descreve como associar um conjunto de valores {1, } a k classes da seguinte

maneira;

a. ordena os valores de Y

b. associa aproximadamente um ntmero igual de valores de {v;} vizinhos para cada

pseudo-classe;

c. move um valor y; para uma pseudo-classe vizinha quando isso reduz a distincia de

¥, para a média de sua pseudo-classe;

d. concatena pseudo-classes com médias iguais.

Fornecido o valor de k, o algoritmo P-Class associa de maneira relativamente rapida os
Y valores de modo que as distdncias totais sejam minimizadas. No entanto, uma quest&o-
chave € como determinar k, ou seja, 0 nimero de pseudo-classes a serem geradas. Em
(Weiss & Indurkhya, 1995) sdo realizados alguns experimentos para determinar o melhor
nimero de pseudo-classes. Na Figura 5.1 é apresentado um grafico do erro relativo versus
o nimero de pseudo-classes. Como pode ser visualizado nesse grafico, & medida que o
nimero de pseudo-classes aumenta, os resultados melhoram, até alcancar o valor 6, sendo

que logo em seguida os resultados comecam a piorar.

Esse algoritmo P-Class foi desenvolvido com o intuito de transformar um problema de
regressio em um problema de classificaciio. Para isso, os valores numéricos do atributo-
meta passam por um processo de discretizagdo, em que sao geradas as pseudo-classes.
Realizada a discretizagéo dos valores (geradas as pseudo-classes), um algoritmo de indugéo
de regras de decisdo como o C4.5 (Quinlan, 1993) ou o CN2 (Clark & Niblett, 1989), pode
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Figura 5.1: Desempenho de acordo com o ntimero de pseudo-classes.

ser utilizado para gerar as regras. Com as regras induzidas, no processo proposto em
(Weiss & Indurkhya, 1995) séo aplicados entdo procedimentos de poda e otimizagao para
produzir um conjunto otimizado de regras.

Na estratégia de pseudo-classes, a especificagdo das classes nédo utiliza informacéo
alguma além da ordem de Y. Nenhuma suposicao sobre a verdadeira natureza da funcao
base é feita. O objetivo, com essa estratégia, é fazer com que a distdncia entre cada valor
de Y e a média de sua pseudo-classe seja minimizada. Essa abordagem ¢ relatada em
(Weiss & Indurkhya, 1995), que a utiliza para transformar o problema de regressao em
classificacao. Porém, neste artigo utiliza-se essa abordagem com o propésito de calcular
os valores da matriz de contingéncia, verificando se o valor predito e o real pertencem
ou nzo A mesma pseudo-classe, sendo a implementa¢io da mesma realizada por Dosualdo
(2003).

Para a realizagio dos experimentos aqui apresentados utilizou-se 3 e 6 pseudo-classes.
O nimero 6 foi escolhido, pois (Weiss & Indurkhya, 1995) mostra que com esse niimero
de classes foram encontrados os melhores resultados nos testes empiricos realizados. Ja o
nimero 3 foi escolhido devido ao fato de estarmos utilizando, inicialmente, conjuntos de

dados ndo muito grandes para a realizagao dos experimentos.

5.3.3 Discretizacio Baseada em Entropia

A estratégia de discretizagao baseada em entropia também utiliza apenas informagaes
da ordem de Y. A discretizagiio considera apenas o conjunto de dados original para

construir os intervalos.

Essa estratégia requer que seja selecionado um atributo discreto. Os limites de cada
intervalo sao escolhidos de modo que a distribuicdo de atributos com faixas diferentes
sejam a mais diferente possivel. Essa abordagem continua criando limites que separem as
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faixas até que nenhum intervalo adicional seja considerado significante.

A ferramenta utilizada para verificar essa estratégia foi a versao 2.6 do MineSet”™da
Silicon Graphics (Rathjens, 1996). Essa ferramenta incorpora técnicas de Mineragao de
Dados que auxiliam o analista/especialista na exploragao dos dados, e possibilita tam-
bém discretizacio baseada em peso e escala uniforme. Para a discretizagao realizada
com essa ferramenta foram utilizados os mesmos niimeros de intervalos da estratégia an-
terior, ou seja, 3 e 6 intervalos. Além disso, também foram feitos experimentos com o

MineSetT™ gerando automaticamente a quantidade e os limites dos intervalos.

Na préxima secido serao mostrados os testes realizados para verificar a eficiéncia e
eficicia dessas estratégias, bem como uma comparagdo entre elas e a medida MAD que

nao leva em consideragao os valores da matriz de contingéncia.

5.4 Avaliagdo Experimental

Para avaliar os resultados das trés estratégias propostas para calcular a matriz de
contingéncia foram utilizadas 2 medidas. Uma dessas medidas é a precisio, derivada da
matriz de contingéncia (Equagdo 5.1). Essa medida é utilizada para validar os resultados

das trés estratégias usadas para calcular a matriz de contingéncia.

Ja a outra medida, que néo considera a matriz de contingéncia, é a MAD, que quanti-
fica o erro do modelo pela média dos desvios absolutos de suas predicdes, isto é, a MAD
consiste na média da diferenga (em mddulo) entre os valores reais e preditos para um
atributo-meta, como é mostrado na Equagao 5.20.

Para validar as trés estratégias utilizando experimentagio empirica, uma questéo prin-

cipal precisa ser respondida:

Quais erros baseados na matriz de contingéncia, utilizando as diferentes es-

tratégias, possuem valores semelhantes aos encontrados utilizando a medida
MAD?

Para a realizagdo dos experimentos foi utilizada o algoritmo de regressao Cubist
(Rulequest-Research, 2001) para encontrar os padrdes. Além disso, se utilizou as ba-
ses de dados Abalone, Auto-MPG e Housing. Por terem sido retiradas do Repositério da
UCI, n&o foi necessdrio realizar limpeza nos dados antes de iniciar o processo de extragao
de padres.
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5.4.1 Descricdo dos Experimentos

Os experimentos foram realizados utilizando 10-fold cross-validation e os resultados
de todas as regras geradas foram coletados. Para avaliar as regras foi calculada a precisio
a partir da matriz de contingéncia utilizando as trés estratégias propostas, além das
variagoes dentro de cada estratégia, ou seja, a estratégia ajustamento {somente o valor do
desvio padrao, o desvio padrdo mais a média do erro e o desvio padrio mais a mediana
do erro); a pseudo-classe (3 e 6 pseudo-classes) e a discretizago baseada em entropia {3
e 6 intervalos e automético). Para todas as regras também foi calculada a MAD como

pardmetro chave de comparagao.

Para que a comparagao entre as medidas pudesse ser realizada, normalizou-se a medida
MAD para que seus valores ficassem somente entre 0 e 1, como todas as medidas baseadas
na matriz de contingéncia. Houve a necessidade também de padronizar as medidas de
maneira que todas elas retratassem o erro cometido pela regra, uma vez que algumas
medidas fornecem como resultado o valor da precisdo e ndo do erro. Vale ressaltar que
todas as medidas baseadas na matriz de contingéncia sdo comparadas com a MAD, para
que se possa verificar quais medidas possuem resultados semelhantes a MAD, de modo a

verificar qual das estratégias gerou bons resultados para o calculo da matriz.

Para uma avaliagdo comparativa confibvel, utilizou-se em todos os experimentos o
Teste t-Student com intervalo de confianga de 95% para a anélise estatistica dos resultados.
O Teste t-Student é um teste estatistico cujo objetivo € testar a igualdade entre duas
médias. O teste supde independéncia e normalidade das observagbes. As variancias dos
dois grupos podem ser iguais ou diferentes, havendo alternativas de teste para as duas
situacgoes.

As andlises est atisticas foram feitas a fim de observar a nao existéncia de uma diferenga
significativa das medidas encontradas para as regras de regressdo. Quando um resultado
é estatisticamente significante quer dizer que as diferengas encontradas sao grandes o

suficiente para nao serem atribuidas ao acaso.

Para essa verificagio foram realizados testes de hipéteses, por meio do qual expressa-
se determinado parAmetro da populagio e procura-se evidéncia para rejeitar ou nac a
hipétese nula (a da ndo diferenga entre duas varidveis). Para tanto, foram utilizadas as

seguintes hipdteses:

Hy: Nao existe diferenca significativa entre as medidas de erro das regras.

H,. Existe diferenca significativa entre as medidas de erro das regras.

A hipétese nula (Hp) € colocada a prova no teste de hipétese. Em geral indica uma
igualdade a ser contestada. A hipétese alternativa é a hipdtese que sera considerada como
aceitivel, caso a hipétese nula seja rejeitada (Allen, 1990; Magalh8es & de Lima, 2002).
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Para a execugao dos testes t-Student e geragdo de graficos para melhor visualizagdo
dos resultados, utilizou-se o software estatistico MINITABTM2, Foram gerados gréficos de
todas as medidas versus a medida MAD, de modo a verificar quais ndo possuem diferenga,
significativa com a MAD.

5.4.2 Resuftados

Os testes foram realizados comparando a MAD com as trés estratégias, considerando
também todas as variagdes em cada estratégia.

Experimentos com a Base de Dados Abalone

Na Tabela 5.4 sdo mostrados alguns dos resultados obtidos para as regras geradas pela
ferramenta Cubist. Esses resultados est@o relacionados & primeira particao da base de
dados Abalone. Como jé esperado, para cada regra gerada os erros calculados considerando
as variagbes em cada estratégia proposta sdo diferentes. Cada linha da tabela representa
os resultados obtidos para uma regra de regressao.

Tabela 5.4: Valores para as diferentes medidas de erro para regras da base de dados
Abalone.

l Ajustamento [ Pseudo-Classe Discretizagio Baseada em Entropia |

Numero { MAD | Desvio | DP e DPe 3 pseudo- | 6 pseudo- | 3 intervalos | 6 intervalos Mineset
Regra Padriao | Média | Mediana classes classes Mineset Mineset automéiico
R0001 0,00 0,34 0,10 0,13 0,22 0,47 0,32 0,56 0,35
R0002 0,24 0,45 0,14 0,18 0,38 0,66 0,42 0,64 0,44
RO003 0,56 0,31 0,12 0,16 0,25 0,55 0,08 0,26 0,44
R0004 1,00 0,44 0,16 0,18 0,34 0,61 0,13 0,30 0,58
R0O005 0,81 0,45 0,13 0,19 0,24 0,55 0,05 0,19 0,52

Na Figura 5.2 é mostrado um gréfico de quatro medidas: a MAD e uma para cada
estratégia (desvio padréo, 6 pseudo-classes e 6 intervalos do MineSet™™). De cada estra-
tégia foi escolhida a variagdo que apresentou o melhor resultado. Cada ponto no gréfico é
o valor da medida em questdo para uma dada regra. No grifico sdo apresentadas 55 das

111 regras de regressao obtidas, sendo as 5 primeiras regras as mesmas apresentadas na
Tabela 5.4.

Porém, pode-se perceber que somente a partir da andlise visual do grifico nao se
consegue chegar a uma concluséo confidvel sobre os resultados, devido, em parte, 4 grande
quantidade de informagao nele representada.

Visando facilitar a andlise dos resultados foram construidos gréficos bozplot. Na Fi-
gura 5.5 sdo apresentados todos os graficos da diferencga entre a medida MAD e as estraté-
gias para a base de dados Abalone. Pode-se ver que a hipétese Hy nao foi rejeitada quando

2http: //www.minitab.com
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se utiliza a estratégia de desvio padrao e a 6 Intervalos Mineset, pois Hy esté dentro do
intervalo de confianga (Figuras 5.5(a) e {g)).

1.2

MAD —=— Deswo padrie =6 psaudo-cl -G Mi

Figura 5.2: Grafico de quatro medidas para as regras da base de dados Abalone.

Experimentos com a Base de Dados Auto-MPG

A Tabela 5.5 e o grifico na Figura 5.3 apresentam os resultados, como os j& explicados
anteriormente, para a base de dados Auto-MPG. Nesse caso. na Tabela 5.5 também sao
apresentadas somente as regras obtidas a partir da primeira particdo da base de dados
Auto-MPG. Além disso, os resultados das primeiras 46 das 93 regras sao apresentados na
Figura 5.3 para as mesmas quatro medidas: MAD. desvio padrao, 6 pseudo-classes e 6

intervalos do Mineset,

Tabela 5.5: Valores para as diferentes medidas de erro para regras da base de dados
Auto-MPG.

[ AjusiLamento Pseudo-Classe [ Discretizagho Baseada em Entropia |
Nimero | MAD | Desvio DP e DP e 3 pseudo- | 6 pseudo- j 3 intervalos | 6 intervalos Mineset
Regra Padrio | Média | Mediana tlasses classes | Mineset Mineset automdtico
R0001 0.17 0,51 0,14 0,16 0.06 0,35 0,00 0.09 0.32
R0002 0,00 0,58 0,25 0,25 0.08 0,25 0,00 0,17 0,25
R0O003 0,18 0,19 0,00 0,05 0,38 0,43 0,00 0,29 0,33
R0004 0,32 143 0,14 0,18 0.14 0,39 0,04 0,14 0,43
R0005 0,31 0,50 0,13 0,13 0,06 0,41 0,22 0,22 0,50
RO006 0,56 0,50 0,14 0,14 0,32 0,32 0,27 0,27 0.50
Roo0O7 0,10 0,59 0,13 0,16 0,19 0,22 0,03 0,03 0,31
R0O003 0,08 0,00 0,00 0,00 0,00 0,00 0,00 0,00 0,75
R0009 0,53 0.63 0,16 0.18 0,03 0.16 0.24 0,26 0,63
ROOIU 1,00 0,60 0,13 0,13 0.00 0,00 0,40 0,67 0,87

Jé na Figura 5.6 sdo apresentados todos os graficos boxplot da diferenga entre a medida
MAD e todas as estratégias para base de dados Auto-MPG. Nesses casos. observa-se que a
hipdtese Hy nio foi rejeitada, ou seja, nao existe diferenca significativa entre as medidas
para as estratégias que utiliza o somente o desvio padrdo e o Mineset automatico. Isso

pode ser visto, uma vez que Hy estd contido no intervalo de confianga (Figuras 5.6(a) e

(k).
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Figura 5.3: Gréfico de quatro medidas para as regras da base de dados Auto-MPG.

Experimentos com a Base de Dados Housing

A Tabela 5.6 e o grafico na Figura 5.4 apresentam os resultados para a base de dados
Housing. Nesse caso, na Tabela 5.6 também sdo apresentadas somente as regras obtidas a

partir da primeira partigio da base de dados Housing.

Além disso. os resultados das primeiras 45 das 91 regras geradas sao apresentados
na Figura 5.4 para as medidas MAD, desvio padrao, 6 pseudo-classes e 6 intervalos do

Mineset.

Tabela 5.6: Valores para as diferentes medidas de erro para regras da base de dados
Housing.

[ Ajustamento Pseudo-Classe Discretizacdo Baseada em Entropia |
| Numero | MAD | Desvio DP e DP e 3 pseudo- | 6 pseudo- | 3 intervalos | 6 intervalos Mineset
+ Regra Padrdo | Média | Mediana classes classes Mineset Mineset automatico
R0001 0,18 0,01 0,00 0,00 0,05 0,28 0.30 0,43 0,50
| R0O002 0,00 0,51 0,13 0,17 0,05 0,21 0.19 0,36 0,49
R0003 1,00 0,60 0,20 0,20 0,20 0,40 0,20 0,60 0,60
R0004 0,57 0,28 0,02 0,05 0,10 0,28 0,01 0,06 0,68

Ja na Figura 5.7 os gréficos bozplot representam a diferenga entre a medida MAD e
todas as estratégia utilizadas para a base de dados Housing. Para essa base, nada pode
ser concluido, pois a hipdtese Hy foi rejeitada para todas as estratégias. ou seja, existe
diferenga significativa entre as medidas. Nos gréficos isso é mostrado pelo fato de Hy nao

estar contido no intervalo de confianca.

5.5 Consideragées Finais

Entre os topicos de Mineragao de Dados que tém recebido grande atengéo por diversos

pesquisadores estao a avaliagdo tanto do desempenho quanto da qualidade do conheci-
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Figura 5.4: Grafico de quatro medidas para as regras da base de dados Housing.

mento obtido.

Se € qualificada como conhecimento, a saida de um algoritmo de aprendizado deve
ser precisa. estavel e compreensivel. A fim de verificar se o conhecimento possui tais
caracteristicas, apds adquiride, um pds-processamento deve ser realizado para avaliar o
desempenho e a qualidade do mesmo. Essa avalia¢do procura investigar a precisio dos
algoritmos, a representagao do modelo, a complexidade e a dificuldade de entendimento

do conhecimento extraido.

Uma das formas de se obter diversas medidas para avaliacdo de conhecimento é por
meio da matriz de contingéncia. Porém, para problemas de regresséo. a construg¢do dessa
matriz nao é trivial por ser o atributo meta continuo. Visando solucionar o problema da
matriz de contingéncia para regressao, foram propostas trés estratégias para construgao

dessa matriz. Em cada estratégia também foram cotsideradas algumas variagoes.

Apds a execucao de todos os experimentos para trés bases de dados, pode-se verificar
que, comparando-se com a medida MAD. a tinica medida que nao rejeitou a hipétese Hy,
ou seja, nao houve diferenga significativa entre elas em duas das trés bases de dados foi a

que utilizou a estratégia de ajustamento considerando somente o desvio padrao.

Assim. a matriz de contingéncia calculada usando a estratégia de ajustamento aqui
proposta leva a um comportamento semelhante ao de uma medida consagrada para avaliar

o erro de regras de regressao. que é a medida MAD.

Com isso. hd um aumento no niimero de medidas que podem ser usadas para avaliar
regras de regressao, uma vez que todas as ja definidas e derivadas da matriz de contingéncia

podem entao ser utilizadas.
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Capitulo

Combinacao de Regressores

urante a etapa de pds-processamento, normalmente, é selecionado o preditor

que fornece a malior precisdo (ou menor erro) para a aplicagao. Porém, se for

interessante aumentar a precisio do conhecimento extraido, pode ser utilizarda
a combinagao da saida de diversos preditores. Quando cssa estratégia é utilizada, o
preditor resultante dessa combinacao € chamado de ensemble (LeBlanc & Tibshirani.
1996; Breiman, 2000a}.

A combinagao de preditores tem sido recomendada principalmente para problemas que
nao foram resolvidos satisfatoriamente por win Unico preditor e/ou no qual o desempenho
apresentado pelo método de predicao deve ser estdvel. Pesquisas com a utilizagao e
ensembles para regressdo e classificagao tém mostrado que é possivel obter, por meio
da combinagao de preditores, resultados com maior precisio quando comparados comn
o resultado obtido com um tnico preditor. Varios métodos para realizar combinagoes
vém sendo pesquisados. Porém, os resultados obtidos sdao essencialmente empiricos, com
pouca teoria para explicar o porque ¢ como o erro de generalizagao é menor na maioria
dos conjuntos de dados (Breiman, 2000a).

Segundo Dietterich (Dietterich, 2000a), no geral é possivel construir bons ensembles,

fjue possuain maior precisdo que um preditor simples. Isso se deve fundamentalmente a

trés razoes.

A primeira delas é estatistica. Um algoritmo de aprendizado faz uma busca no es-
paco H de hipdteses para identificar a melhor. O problema cstatistico aparcce quando o

conjunto de treinamento é muito pequeno comparado ao espago de hipdteses. Sem uma
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quantidade suficiente de dados, o algoritmo de aprendizado pode encontrar diferentes
hipéteses em H com a mesma precisdo no conjunto de treinamento. Construindo um
ensemble com todos esses preditores, o algoritmo pode fazer uma média dos resultados

dos mesmos e reduzir o risco de nio escolher o preditor certo.

Na Figura 6.1(a), a situagdo descrita, envolvendo o problema estatistico, pode ser
visualizada. A curva externa representa o espago de hipéteses H enquanto o conjunto de
hipdteses que oferecem uma boa precisdo no conjunto de treinamento é representado pela
curva interna. O ponto f é a hipétese verdadeira. Pode-se notar que fazendo uma média

entre as hipéteses que possuem maior precisdo, obtém-se uma boa aproximagio para f.

Figura 6.1: Trés razdes do porque um ensemble pode trabalhar melhor que um preditor
simples (Dietterich, 2000a}.

A segunda razédo é computacional. Muitos algoritmos de aprendizado utilizam alguma
forma de busca restrita que pode parar em um 6timo local. Nos casos em que se possui
dados suficientes no conjunto de treinamento (problema. estatistico é ausente), ainda assim
pode ser muito dificil para o algoritmo de aprendizado encontrar & melhor hipétese. Um
ensemble construido com a busca local partindo de diferentes pontos pode obter uma
melhor aproximagao da verdadeira fungao desconhecida que qualquer um dos preditores
individuais, como pode ser visto na Figura 6.1(b).

A terceira razio é representacional. Na maioria das aplicacdes de Aprendizado de
Miquina, a hipétese verdadeira f pode nao ser representada por nenhuma das hipéteses
no espago H. Calculando uma soma ponderada entre as hipéteses retiradas de H, pode

ser possivel ampliar o espaco das fungdes representdveis. A Figura 6.1(c} ilustra essa
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situagao.

O tépico representacional é um pouco sutil, pois ha muitos algoritmos de aprendizado
para os quais H é, em prineipio, o espago de todos os possiveis preditores. Dado um
conjunto de treinamento suficiente, eles exploram esse espago. Por outro lado, com uma
amostra de treinamento finita, esses algoritmos exploram apenas um conjunto de hipéte-
ses finito e finalizam a busca quando encontram uma hipdtese que satisfaga o conjunto
de treinamento. Por essa razdo, na Figura 6.1, deve-se considerar o espago f{ como o es-
paco das hipéteses efetivamente pesquisado pelo algoritmo de aprendizado para um dado
conjunto de treinamento.

O uso de ensembles tendem a reduzir esses trés tipos de falhas dos algoritmos de

aprendizado.

O preditor combinado é caracterizado pela selegao de alguns preditores e pela fungéao de
combinagdo. Como a combinagéo de preditores depende desses dois fatores, vérios cami-
nhos podem ser utilizados visando um bom resultado. Os preditores a serem combinados
podem ser extrafdos a partir do mesmo conjunto de treinamento ou de vérias amostras de
uma base de dados. Além disso, pode-se gerar preditores utilizando o mesmo algoritmo
de Aprendizado de Mdquina, chamados de preditores homogéneos, ou fazendo uso de

diferentes algoritmos, sendo chamados de preditores heterogéneos.

A combinagdo de preditores é uma maneira de pés-processamento de conhecimento
que pode ser realizada quando se tem como objetivo principal a melhora da precisdo do
preditor. Como o foco dessa tese é em tarefa de regresséo, neste capitulo é apresentada a
combinagao de regressores, visando melhorar a precisdo dos mesmos.

(Quanto & organizagao, este capitulo estd dividido da seguinte maneira: nas Segoes 6.1
e 6.2 sao abordadas, respectivamente, técnicas para combinagao de preditores homogéneos
e heterogéneos. Na Secio 6.3 s@o apresentados os métodos voting e nao-voiing, bem como
os lineares e nao-lineares para combinagao de preditores. Na Secéo 6.4 sio apresentados os
algoritmos implementados e utilizados para a execugéo de trés técnicas para combinagio
de regressores: bagging, boosting e stacking. A selecdo por problemas de regressdo se
deve ao fato de ser esse tipo de problema o foco principal desta tese. Os experimentos
realizados, bem como os resultados obtidos sdo apresentados na Segao 6.5. Por fim, na

Secao 6.6 encontram-se as consideragdes finais deste capitulo.

6.1 Combinando Preditores Homogéneos

Nessa segéo serao analisadas as técnicas que combinam modelos gerados por um dnico
tipo de algoritmo de aprendizado. Levando-se em consideragido que a diversidade é um
dos requisitos quando se utiliza combinagao de preditores, vérias estratégias tém sido pro-
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postas para a geragao de diferentes preditores usando o mesmo algoritmo de aprendizado.
A majoria delas manipula o conjunto de treinamento para gerar miiltiplas hipéteses. O
algoritmo de aprendizado é executado virias vezes, e em cada uma delas é usada uma
distribuigéo diferente dos exemplos de treinamento, como mostrado na Figura 6.2. Essa
técnica funciona especialmente bem para algoritmos de aprendizado instével, ou seja, al-
goritmos cujo preditor de saida sofre grandes mudangas em resposta a pequenas alteracdes
nos dados de treinamento (Breiman, 1996a; Dietterich, 2000b).

—
T e
e —
e el
e —

Resposta

Figura 6.2: Combinacao de preditores homogeneos.

Nas préximas segoes serdo descritas algumas técnicas para combinagio de predito-
res homogéneos, bem como alguns algoritmos referentes a essas técnicas, visto que cada

técnica pode ser implementada de uma ou mais maneiras.

6.1.1 Bagging

A técnica descrita por Breiman em 1996 (Breiman, 1996a), que recebeu o nome de
bootstrap aggregating (ou simplesmente bagging), realiza a combinagao de preditores ge-
rados pelo mesmo algoritmo de Aprendizado de Médquina. De acordo com essa técnica,
dado um conjunto de treinamento S, com n exemplos, sao geradas virias amostras desse
conjunto, chamadas bootstrap. Cada bootstrap é formado tomando aleatoriamente n ele-
mentos de S, com substituicao. Assim, eles possuem o mesmo nimero de exemplos de S,

sendo que alguns exemplos podem aparecer mais de uma vez e outros podem nao aparecer.

Os bootstraps formados sdo usados como novos conjuntos de treinamento, dando origem
a varios preditores, como apresentado na Figura 6.3. O algoritmo bagging gera preditores
em paralelo. A fim de gerar o preditor final, que é utilizado para predizer o conjunto de
teste, todos os preditores sio combinados por meio de uma votagdo ndo ponderada (no
caso de clagsificagéio) ou do célculo da média (no caso de regressdo), como pode ser visto

no Algoritmo 1.

Em um bootstrap, a probabilidade de um exemplo ser selecionado pelo menos uma vez

dentre os n exemplos do conjunto de treinamento é dada por 1 — (1 — 1/n)*. Para um n
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Figura 6.3: Bagging — Geragao paralela de preditores.

Algorithm 1 Algoritmo Bagging (Fonte: (Bauer & Kohavi, 1999)).
Entradas:
conjunto de treinamento S
algoritmo de aprendizado [/
constante inteira T {ndmero de bootstrap}

1: fori:=1to T do
2. S := bootstrap(S)
3 P:=I5)

4: end for

5

: P*(z) := argmaxyey ¥ i, P;(2) =¥

Saida: Preditor P*

grande, essa probabilidade é cerca de 1 —1/e. Isso significa que, em média, cada bootstrap
possui 63,2% do conjunto de treinamento original, com muitos exemplos aparecendo vérias
vezes (Bauer & Kohavi, 1999).

Geralmente, a técnica bagging aumenta o desempenho de algoritmos instdveis, ou
seja, algoritmos cuja saida seja um preditor que obtenha grandes mudangas em resposta
a pequenas alteragoes ocorridas no conjunto de treinamento. Sao exemplos de algoritmos
instdveis as drvores de decisao € as Redes Neurais. Se o algoritmo de AM expressa o
conceito como arvore de decisgo, bagging gera ac menos duas situacdes, devido a resposta
do preditor a pequenas mudangas no conjunto de treinamento. A primeira é a escolha
do ponto de corte, para atributos continuos. A outra é a escotha do atributo de corte de
cada n6é. Uma pequena mudanga no conjunto de treinamento pode mudar a escolha do
atributo e, consequentemente todas as sub-drvores descendentes também mudarao.

O motivo pelo qual bagging reduz a taxa de erro de algoritmos instdveis tem sido
tema de alguns trabalhos. Domingos (1997) realizou testes empiricos com o objetivo de
conhecer o motivo pelo qual a taxa de erro de arvores de decisdo e outros algoritmos é

reduzida com o uso de bagging. Para isso, duas alternativas baseadas na teoria de Apren-
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dizado Bayesiano foram testadas. A primeira hipétese é que bagging funciona bem por ser
uma aproximagao do 6timo procedimento do modelo Bayesiano médio, com uma prévia
aproximacao implicita. A segunda é que bagging funciona bem, pois troca efetivamente o
modelo espacial do algoritmo de Aprendizado de Maquina e/ou a prévia distribui¢ao para
uma que melhor se encaixe no dominio. Os experimentos realizados por esse pesquisador
contradizem a primeira, confirmando a segunda hipdtese.

Assim, bagging pode ser uma maneira simples de melhorar a precisdo em problemas
de Mineragao de Dados (Gama, 1999). Para isso, adiciona-se um loop antes de selecionar
o bootstrap e manda-lo para o algoritmo de aprendizado e, por fim, fazer a combinagéo
dos preditores gerados.

Vale ressaltar que, com o uso de bagging, ao mesmo tempo em que se ganha pre-
cisao obtém-se, comparado as arvores de decisdo, a perda de uma estrutura simples e

interpretavel.

6.1.2 Boosting

A técnica Boosting (Freund & Shapire, 1996) engloba uma familia de técnicas utili-
zadas para aumentar o desempenho de qualquer algoritmo de aprendizado. Na teoria,
boosting pode ser usado para reduzir o erro de um algoritmo “fraco™, cujos preditores
devem ser apenas um pouco melhor que um preditor que prediz de forma aleatéria.

Boosting combina preditores gerados pelo mesmo algoritmo de Aprendizado de M4~
quina utilizando diferentes distribuigdes do conjunto de treinamento. A distribuigdio do
conjunto de treinamento é alterada de acordo com os erros cometidos pelo preditor ante-
rior, ou seja, a probabilidade de selecionar um exemplo néo é igual para todos os exemplos
do conjunto de treinamento. Portanto, boosting é uma tentativa de produzir novos predi-
tores, que sdo melhores, principalmente, por predizerem corretamente exemplos para os

quais a eficiéncia dos preditores comuns é ruim.

O uso da técnica boosting normalmente é 1til em problemas que possuem as seguintes
propriedades: o algoritmo de aprendizado é sensivel a mudangas no conjunto de treina-
mento e os exemplos observados possuem vérios niveis de dificuldade, propriedade que

pode ser encontrada em problemas reais.

Um dos algoritmos de boosting mais utilizado é o AdaBoost (Adaptative Boosting},
apresentado por Freund e Schapire (Freund & Schapire, 1997). Dado um conjunto de trei-
namento S, o algoritmo AdaBoost atribui um peso w;(n} a cada um de seus n exemplos,
gerando um novo conjunto de treinamento Si. Em cada iteragdo k, os pesos w;(n) sdo

alterados e um novo conjunto S, é gerado, com base em S;_;. A partir de cada um desses

L Algoritmo de aprendizado que possui um desempenho apenas um pouco melhor que a estimativa
aleatdria.
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conjuntos de treinamento um preditor é gerado. Note que AdaBoost gera preditores em

série, como ¢ ilustrado na Figura 6.4, de maneira diferente do bagging, que os gera em

paralelo.
| Preditor 2 | stra k
—_—
I Algoritmo de AM J I Algoritmo de AM I l Algoritmo de AM l
r Preditor 1 G::sg:;ada ;ﬂ;ﬁ_': L Preditor k |

Figura 6.4: Boosting — Geragao de preditores em série.

O AdaBoost usa os pesos para construir um novo conjunto de treinamento S}, sendo
que duas maneiras tém se mostrado muito eficazes (Quinlan, 1996). Na primeira, deno-
minada boosting por amostragem, os exemplos sao tomados de S;,_; com substituigao e
probabilidade proporcional aos seus pesos. A segunda, boosting por peso, pode ser usado
com um algoritmo de AM que aceite diretamente um conjunto de treinamento ponderado.

Em qualquer um dos casos, a cada iteragdo os pesos sdo ajustados de acordo com o
desempenho do preditor anterior. Os exemplos que foram preditos de forma errada tém
o peso aumentado e os que foram preditos corretamente tém o peso diminuido. Com
isso, os preditores focalizam os exemplos mais dificeis de serem preditos, ou seja, aqueles
que foram preditos de forma errdnea pelo preditor anterior. Desta maneira, o algoritmo

AdaBoost torna os preditores cada vez mais “fortes”.

Apés todas as iteragoes serem realizadas, a resposta do preditor final é formada por
meio de uma votagdo ou média ponderada. Nessa votagio, o peso do voto de cada preditor
depende do seu desempenho no conjunto de treinamento usado para construi-lo. Uma
descri¢io do algoritmo AdaBoost é apresentado no Algoritmo 2.

6.1.3 Windowing

A técnica windowing scleciona um subconjunto de exemplos do conjunto de treina-
mento (uma janela) e gera uma hipétese a partir desse subconjunto. Essa hipdtese é
entao utilizada para predizer os exemplos de treinamento restantes, ou seja, aqueles que
nfo foram incluidos na janela. Caso existam exemplos mal preditos, alguns deles sao
adicionados & janela inicial € uma segunda hipdtese é construida a partir da janela am-
pliada. Fsse ciclo é repetido até que a hipdtese construida a partir da janela corrente

classifique corretamente todos os exemplos de treinamento fora da janela ou o nimero de

107



Algorithm 2 Algoritmo AdaBoost (Fonte: (Schapire, 1999)).
Entradas:
conjunto de treinamento S
algoritmo “fraco” [
constante inteira 7 {nimero de bootstrap}

: fori:=1tondo
wi(2) — 1/n {inicializa os pesos dos exemplos de S}
end for
:fori:=1to T do
P, := I(S) {utilizando a distribui¢do D;}

LEm R w o e

Wiy (k) = 2R {Z; é um fator normalizador}
10: end for

11: end for

12:

Saida: Preditor P*

ciclos exceda um valor pré-definido, como apresentado no Algoritmo 3.

O que frequentemente ocorre ao se utilizar windowing com um algoritmo de apren-
dizado de regras é que as regras boas tém que ser descobertas varias vezes em iteragCes
subsequentes. Mesmo que as regras corretamente aprendidas ndo acrescentemn exemplos
& janela corrente, elas tem que ser re-aprendidas na préxima iteragao enquanto a teoria

corrente nao estiver completa e consistente com todo o conjunto de treinamento.

Foi desenvolvida uma nova versdo da técnica windowing, que explora o fato de que
regides do espago de exemplos que j4 estao cobertas por regras boas nio necessitam mais
ser consideradas em iteragdes subsequentes (Furnkranz, 1998). Devido & integragio suces-
siva de regras de aprendizado na teoria final, essa nova versao foi denominada Integrative

Windounng e pode ser vista com mais detalhes no Algoritmo 4.

6.1.4 Wagging

Uma variagio da técnica bagging é o wagqng (Weight Aggregation). Essa técnica
procura adicionar ruidos repetidamente ao conjunto de treinamento, como faz o bagging,
porém ao invés de fazer wina amostragem a partir dele, wagging adiciona ruido Gaussiano
a cada peso com média zero e um desvio padrio dado (por exemplo, dois) (Bauer &
Kohavi, 1999). Para cada teste, inicia-se com pesos uniformes para todos os exemplos,

adiciona ruido aos pesos e induz o preditor. Esta técnica possui a caracteristica de que
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Algorithm 3 Algoritmo Windowing (Fonte: (Fiirnkranz, 1998)).
Entradas:
conjunto de treinamento S
tamanho da amostra inicial Tam
niimero méaximo de exemplos que podem ser adicionados a cada iteragdo /nc

1: Jan := Amostragem(S, T'am)
2: C .= 8\ Jan {o simbolo \ ¢ a diferenca entre conjuntos}
3: repeat

4 P:=1(Jan)

5 Jan':=10

6: C'i=0

7. forz; € C do

8: C = G\ x;

9: if Prediz(P, z;) # Classe(z;) then
10: Jan' ;= Jan' U x;
11: else
12: C':=C"Uuxy
13: end if
14: if |Jan'| = Inc then
15: saida-para
16: end if

17  end for

18: C:= Append(C, ')
190 Jan:= Jan U Jan’
20: until Jar' =0

Saida: Preditor P
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Algorithm 4 Algoritmo Integrative Windowing (Fonte: (Fiirnkranz, 1998)).

Entradas:

conjunto de treinamento S

tamanho da amostra inicial Tam

nimero maximo de exemplos que podem ser adicionados a cada iteragio Inc

: Jan := Amostragem(S, Tam)

2 C:=8\Jan
3 RegrasVelhas :=
4: repeat
5  RegrasNovas:= I{Jan)
6: P .= RegrasNovasU RegrasVelhas
7. Jan' =0
g Chi=0
9 forz;€C do
10: c.=C \ Z;
11: if Prediz(P, z;) # Classe(z;) then
12: Jan' := Jan' U z;
13: else
14: C'i=C"Uz;
15: end if
16: if |Jan'| = Inc then
17: saida-para
18: end if
19: end for
20: C := Append(C,C")
21:  Jan := JanU Jan' U Cobertura(RegrasV elhas)
92 RegrasVelhas := ()
23: for Re P do
24: if Consistente(R, Jan') then
25: RegrasVelhas := RegrasVelhasU {R}
26: Jan := Jan\Cobertura(R)
27: end if
28: end for

29: until Jan' =@

Saida: Preditor P
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pode-se trocar bias e varidncia: aumentando o desvio padréo do ruido, mais exemplos
terao seus pesos reduzidos a zero e desaparecem, dessa maneira aumentando o bias e

reduzindo a variancia.

6.1.5 Arcing

O termo Arcing (Adaptively Resample and Combine) foi definido por Breiman (1998)
para descrever a familia de algoritmos que adaptativamente amostra e combina. As técni-
cas arcing trabalham sequencialmente, sendo o usudrio quem define o ntimero de iteragtes

que serdo realizadas.

Inicialmente um peso w(n) é atribuido a cada exemplo do conjunto de treinamento.
Em cada iteragdo, um novo conjunto é selecionado usando esses pesos w(n) e um preditor
é gerado. Os pesos w(n) sdo entdo atualizados de acordo com a predigao feita pelo tltimo

preditor. Apéds todas as iteragBes os preditores sdo combinados.

AdaBoost, que é chamado de arc-fs, é o principal exemplo de um algoritmo arcing e é
baseado no algoritmo boosting. Qutro importante algoritmo arcing é chamado de arc-z4,
mostrado no Algoritmo 5, que é uma invengéo ad hoc de Breiman (1998). Uma diferenga
entre esses algoritmos é que o primeiro combina os preditores gerados com uma votagio

ponderada enquanto o outro nao utiliza os pesos nessa combinagio.

6.1.6 Randomization

Randomization é uma técnica para combinagao de preditores que ndo conta com a
instabilidade de um algoritmo. A idéia é simples: tornar aleatéria as decisdes internas do
algoritmo de aprendizado (Breiman, 2000a; Dietterich, 2000b).

A técnica randomization estudada em (Dietterich, 2000b) é bem simples: calcula-se os
vinte melhores atributos para ramificar um né de uma 4rvore de decisio, e depois seleciona-
se aleatoriamente um atributo e um valor de corte. O préximo passo consiste em fazer
com que a probabilidade de se selecionar um atributo para ramificagio seja proporcional
ao ganho de informacio daquela ramificacdo. Um outro refinamento seria executar uma
randomization com “discrepéncia limitada”, ou seja, no méximo k ramificacdes seriam
randomizadas em uma arvore (para um valor de k especificado).

O valor de k poderia ser ajustado por cross-validation. O algoritmo poderia expli-
citamente fazer 0, 1, 2, ..., k ramificagdes aleatérias. Isso asseguraria que a “melhor”
arvore (isto é, a drvore produzida pelo algoritmo de aprendizado) estaria incluida no en-
semble. Finalmente, devido ao fato de que a rendomization possa produzir drvores com
diferentes precisdes, valeria a pena considerar a adog¢ao de um voto com peso, com o peso
determinado pela precisfo da drvore nos dados de treinamento.
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Algorithm 5 Algoritmo Arcing (Fonte: (Breiman, 1998)).
Entradas:
conjunto de treinamento S
algoritmo de aprendizado [
constante inteira 7 {ndmero de preditores}

: fori:=1tondo
w; :— 1/n {inicializa os pesos}
v; := 0 {nvimero de exemplos que ndo foram preditos corretamente}
: end for
: fori:=1toT do
: 8;:= bootstrap(n, w, S)
P, .= I(5;)
for j:=1tondo
v = v; + | () # sl
end for
for j:=1ton do
w;
(Z?-_-l(l'l'”?))
13: end for
14. end for
15: P*(2) 1= arg maxyep, py,. P 2= |1 Fi(@) =¥

Saida: Preditor P*
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A técnica randomizalion é paradoxal, pois & primeira vista parece aumentar a vari-
ancia por meio da insergéio deliberada de variagao nas ramificages da érvore de decisgo.
Entretanto, também pode ser visto como uma maneira de suavizar os efeitos de vérias
ramificagoes igualmente boas por meio da amostragem e posterior votagdo das mesmas
(Dietterich & Kong, 1995).

6.1.7 Error-Correcting Output Codes

A técnica Error-Correcting Quitput Codes (ECOC) foi originalmente projetada para
resolver problemas de vdrias classes pela solugdo de problemas de duas classes {Dietterich
& Bakiri, 1995). ECOC representa as classes com um conjunto de bits de safda, no qual
cada bit codifica uma tarefa de predigdo bindria correspondendo a uma tnica particio das
classes. Algoritmos que utilizam ECOC aprendem uma fungéo correspondendo a cada bit.
Todas as fungoes sao entdo combinadas para gerar as predigdes das classes.

6.2 Combinando Preditores Heterogéneos

A combinagao de preditores heterogéneos refere-se & combinagao de preditores gerados
por diferentes algoritmos de aprendizado, como & ilustrado na Figura 6.5. J& que a
diversidade dos preditores é garantida pelo uso de diferentes algoritmos de Aprendizado
de Méquina, néo é necessério manipular o conjunto de treinamento, podendo ser utilizado
0 mesmo conjunto para todos os algoritmos de aprendizado.

[A]goritmo de AM 1 ]—*( Solugao E:::::glsns
[Algoritmo de AM 2]-
¢ Amostra _— Média
ou Votagao
I
l Algoritmo de AM k ]—'(SOIUQQO ky qu;ngfn

Figura 6.5: Combinacgo de preditores heterogéneos.

6.2.1 Stacking

Na técnica stacking, também chamada de stacked generalization, diferentes algoritmos
de AM geram preditores com o conjunto de treinamento original. Em seguida, as descri-

¢oes dos exemplos de treinamento séo estendidas para incluir os resultados da predigio
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desses preditores, formando um novo conjunto de treinamento. Esse novo conjunto é en-
tao analisado por ouftros algoritmos de Aprendizado de Maquina a fim de produzir futuros

preditores, e assim por diante.

Wolpert (1992) propés o framework stacked generalization, que é uma arquitetura em
camadas. Preditores no nivel-0 recebem como entrada o conjunto de dados original e cada
um fornece uma predigio. Camadas sucessivas recebem como entrada as predigbes das
camadas imediatamente anteriores e fornecem a saida para a préxima camada. Um tinico
preditor no nivel mais alto fornece a predigao final.

7

Stacking é uma tentativa de minimizar o erro de generalizagdo por meio do uso de
preditores em camadas mais altas para aprender o tipo de erros cometidos pelos preditores
imediatamente abaixo. Por essa perspectiva, ele pode ser visto como uma extensio para o
modelo de métodos de selegio cross-validation. Esse modelo utiliza a estratégia “ganhador
fica com tudo”, com isso, apenas um preditor com o menor erro é selecionado. A idéia
do stacking é que pode existir uma maneira mais inteligente de usar um conjunto de
preditores. O papel dos preditores posteriores é aprender como os anteriores erram, em
quais exemplos eles concordam ou discordam e usar esse conhecimento ao fazer novas
predigdes (Ting & Witten, 1997).

Trabalhos em arquitetura stacking, como (Gama, 1999; Merz, 1998), concentram-se

em arquiteturas de duas camadas, como € ilustrada na Figura 6.6.

I oy B

Figura 6.6: Stacking {Arquitetura de duas camadas) -— Treinamento.

Segundo Gama (1999), experimentos com essa técnica podem ser realizados em duas

fases: a fase de treinamento e a fase de aplicagdo.

A fase de treinamento comeca com a geragio do conjunto de k pares S’ = {(z1, 1),
(23,v2), ., {2k, Ux)}, a partir de um conjunto de treinamento S, com n exemplos. Tais
pares podem ser gerados de duas maneiras diferentes. Na primeira maneira, proposta por
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(Fan, Chan, & Stolfo, 1996), sao gerados n pares, ou seja, utiliza-se k = n. O primeiro
conjunto de cada par (z) é formado por um vnico elemento de S e o segundo (v;) é formado
pelos n— 1 elementos restantes. A segunda maneira, utilizada em (Ting & Witten, 1997),
gera um numero definido de pares k, sendo k& < n. Divide-se o conjunto S em k partes,
sendo cada parte o primeiro conjunto de cada par (z). O segundo conjunto (v;) serd

formado pelos elementos de S retirando-se os elementos contidos em z;.

Os algoritmos de nivel-0 sdo utilizados para gerar preditores tendo como conjuntos de
treinamento cada conjunto v;. Os preditores gerados fornecem uma resposta para ofs)

exemplo(s) contido(s} no respectivo conjunto z,.

Para todos os elementos contidos em cada conjunto z; forma-se um exemplo para o
conjunto de treinamento do algoritmo de nivel-1. Os exemplos devem conter, além da
classe correta, os valores preditos pelos preditores de nivel-0 para aquele exemplo. Assim,
o numero de exemplos do conjunto de treinamento do algoritmo de nivel-1 serd o mesmo
do conjunto de treinamento original. O conjunto é entdo utilizado para construir um
preditor de nivel-1, com a utilizagio de um Wnico algoritmo no nivel-1. A resposta desse
preditor serd a resposta do preditor combinado.

Para explorar completamente o conjunto de treinamento original, todos os preditores
de nfvel-0 sdc novamente treinados usando tedo o conjunto de treinamento (Figura 6.6).

Os modelos gerais sdo utilizados para predizer os exemplos do conjunto de teste.

Na fase de aplicagéo, como é ilustrado na Figura 6.7, quando um nove exemplo é
apresentado, ele é calculado por todos os preditores de nivel-0. Um vetor de predigdes é

formado e utilizado no nivel-1, que fornece a predigéo final do exemplo.

O framework geral ndo é restrito ao modelo basico descrito. Por exemplo, Breiman
(Breiman, 1996b) verificou que em alguns problemas de regressao melhores resultados sao
obtidos usando 10-fold cross-validation ao invés de leave-one-out.

Uma técnica que pertence & familia dos algoritmos stacking, no sentido de que o
aprendizado ocorre em diversas camadas, é cascade generalization.
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Cascade generalization é uma composigio sequencial de preditores. Em cada passo da
sequéncia, um algoritmo gera um modelo a partir do conjunto de dados de entrada deste
passo. Para o passo seguinte é passada a informaciio do conjunto de dados assim como
a informagao sobre o modelo criado pelo algoritmo utilizado. Essa informacio assume a
forma de novos atributos cujos valores correspondem 4 instanciagdo do modelo para cada
um dos exemplos do conjunto de dados de entrada. Se um dos algoritmos utilizados nos
Ppassos seguintes da sequéncia utilizar um dos atributos gerados em passos anteriores entéo
esse algoritmo estard utilizando termos da linguagem de representacao do algoritmo que
gerou o atributo.

6.2.2 Meta Learning

Chan & Stolfo (1995, 1997) apresentam dois esquemas para combinagdo de predito-
res: arbitrado e combinado. Ambos os esquemas sdo baseados em meta learning, no qual
um meta preditor é gerado a partir de meta dados, baseado nas predigoes dos predito-
res bases. O arbitro é também um preditor e é utilizado como intermediario entre as
predi¢bes geradas pelos diferentes preditores base. O conjunto de treinamento do arbi-
tro é obtido a partir de todos os dados disponiveis usando uma regra de selegio. Um
exemplo de uma regra de selegdo é "Selecione os exemplos dos quais a predigéo
ndo pode ser predita consistentemente usando os preditores base". O drbitro,
junto a uma regra de arbitragem, determina a predigéo final com base nos preditores base.

Um exemplo de uma regra de arbitragem é "Utilize a predigdo do arbitro quando

os preditores base n#o puderem obter a maioria'.

Skalak (1997) discute técnicas para combinagéo de preditores, e fornece uma anélise

completa de vérios algoritmos, a maioria deles baseada em stacked generalization.

6.3 Métodos para Combinacdo de Preditores

No processo de combinagio de preditores a fungdo de combinagéo é baseada em di-
ferentes métodos: os wvoting e ndo-voting (para tarefa de classificagdo), e os lineares e

ndo-lineares {para tarefa de regressio).

6.3.1 Métodos Voting versus Nio-Voting

O wvoting é um dos métodos mais comum para combinar preditores. Os algoritmos
voting tém como entrada um algoritmo de Aprendizado de Maquina e um conjunto de
treinamento. Eles geram preditores com diferentes versdes desse conjunto, que sao combi-

nados para criar um preditor final e este ser4 utilizado para predizer o conjunto de teste.
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Normalmente o preditor final tem maior precisdo do que qualquer um dos preditores que

0 gerou.

Os algoritmos voting podem ser divididos em algoritmos que alteram a distribuigao
do conjunto de treinamento baseado no desempenho dos preditores anteriores (como o
boosting) e aqueles que ndo o fazem (como o bagging) (Aas & Eikvil, 1999; Bauer &
Kohavi, 1999).

Na decisao, o voto de cada hipdtese deve ser ponderado por uma probabilidade pos-
terior Aquela hipdtese considerando os dados de treinamento. Algumas variantes dos mé-
todos de voting podem ser encontradas na literatura de Aprendizado de Maquina. Uma
delas é o voting uniforme no qual a opinido de todos os preditores bases contribuem com
a mesma forca para a predicao final. Uma outra variagio comum € o voting com peso, no
qual cada preditor base possui um peso associado, que pode alterar com o tempo, e dessa

forma fortalecer o atributo de prediciio para um preditor “6timo”.

Uma outra forma de combinar preditores é por meio dos métodos nao-voting. Uma
melhora no voting uniforme é obtida quando cada preditor pode produzir estimativas de
classe-probabilidade ao invés de uma simples decisdo de predigdo. Uma estimativa da
probabilidade para cada uma das classes de um dado exemplo é a probabilidade que a
classe verdadeira seja k. As probabilidades da classe de todos os modelos podem ser
combinadas, e entdo a probabilidade do ensemble pode ser considerada como: -3 .. m
(Gama, 1999).

6.3.2 Meétodos Lineares versus Nio-Lineares

Quando a saida de um preditor é um valor real, uma fungéo de combinagdo linear é
comumente utilizada (Breiman, 1996b). A fungéo linear pode ser: simples, média sem
peso ou uma combinacdo de preditores com peso. Algoritmos simples de regressao linear

sdo geralmente utilizados para calcular pesos no componente de predigdo dos preditores.

As vantagens dos métodos de combinacio linear sao que eles fazem analise formal
mais facilmente; geralmente trabalham bem; e podem diminuir a varidncia da predigio

composta.

Por outro lado, uma combinag¢io linear simples pode nao refletir a especialidade local
de um preditor componente para um exemplo em uma regido particular do espacgo de
atributos. Diante disso, a contribui¢io de cada componente é a mesma, sem levar em
consideragao a entrada. Fungdes lineares falham no suporte de especialidade local, que é
um aspecto importante em combinagdo de preditores.

Apesar da existéncia de trabalhos em combinar componentes de preditores nio-lineares,

algoritmos de combinagdo nao-lineares tém recebido bem menos atengio. Fungoes de com-
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binagdo nao-lineares sao normalmente implementadas como Redes Neurais, tais como per-
ceptrons multicamada ou redes de funcdes radial basis. Nao existe a priori razio alguma
para crer que métodos lineares sao adequados para modelar a combinagao de regressores,
existindo até evidéncias do contrério. Devido a superioridade seletiva dos preditores em
diferentes regides, é esperado que os componentes terao contribuicles relativas distintas
em diferentes partes do espago. Uma fungfoc linear dos resultados dos preditores sozinha

pode nao tragar as contribuigdes seletivas dos componentes {Skalak, 1997).

Na préxima secdo sao apresentados os algoritmos utilizados e implementados para
combinagao de regressores, sendo duas técnicas para combinacio de regressores homogé-
neos (bagging e boosting) e uma para combinagio de regressores heterogéneos (stacking).

6.4 Algoritmos para Combinagio de Regressores

O objetivo principal deste capftulo € investigar 0 comportamento das técnicas para
combinacao de modelos, tanto homogéneos quanto heterogéneos, em problemas de regres-

sa0.

A principal dificuldade na combinacéio de preditores, para problemas de regressao,
refere-se a0 boosting, uma vez que a cada nova iteragao deve-se verificar quais exemplos
foram cobertos corretamente pelo algoritmo, e regras de regressdo nao predizem um valor
categérico definido e sim, um valor numérico, envolvendo um grau de incerteza quanto &

classe predita.

Entdo, para realizar a combinagao de regressores, isto &, preditores com atributo meta
numérico, sao Necessarias algumas adaptacdes para a utilizacdo das técnicas apresentadas

para combinacao de preditores (Secdes 6.1 e 6.2).

Nesta secao sao apresentadas as implementagdes realizadas para a combinacao de
regressores homogéneos usando bagging e boosting. J4 para a combinagao de regressores
heterogéneos a ferramenta Weka disponibiliza uma implementagéo do stacking juntamente
com vérios algoritmos para problemas de regressdo (Witten & Frank, 1999), nio sendo
necessaria uma nova implementacao do mesmo. Vale ressaltar que todas as implementa-
cbes foram realizadas na forma de script em PERL. Mais detalhes sobre a combinaggo de
regressores podem ser encontrados em (Pugliesi, Sinoara, & Rezende, 2003). Além desse,
detalhes a respeito da teoria e experimentos sobre combinagao de classificadores estao
detalhados em (Sinoara, Pugliesi, & Rezende, 2003).
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6.4.1 Bagging

Para a implementacdo da técnica bagging foram desenvolvidos scripts para geragao de

amostras e para combinagéo de regressores.

Para a geracao de amostras, sfo criados os arquivos necessarios para a posterior exe-
cucio do algoritmo de regressdo em todas as amostras. Conforme o que foi apresentado
na Secdo 6.1.1, cada amostra, ou bootstrap, é formada tomando aleatoriamente elementos
do conjunto de dados original, com substitui¢o, sendo as amostras do mesmo tamanho

do conjunto de dados original.

Assim, para geracdo de amostras o script recebe como entrada trés arquivos (.data,
.names e .test), além do nimero de amostras que devem ser geradas e o nome dos
arquivos de safda. Vale ressaltar que esses trés arquivos sdo o conjunto de treinamento,
a descrigao dos atributos do conjunto de dados e o conjunto de teste, e devern estar na
sintaxe padrao de exemplos e de regras de regressao do DISCOVER, definida no Capitulo 4,

que séo utilizados para gerar um regressor.

A implementagfio para a combinago dos regressores usando bagging é apresentada
no Algoritmo 6. Esse scripl recebe como entrada o nimero de regressores que serdo
combinados e os arquivos gerados pelo algoritmo de regressdo. Esses arquivos contém os
valores reais e os preditos por determinado regressor para cada exemplo do conjunto de
teste.

A resposta do regressor combinado é a média das prediges de cada regressor e o etro
é calculado por meio do médulo da diferenga entre esse valor e a predigio real. Dividindo-
se o erro dos regressores combinados, que é a soma dos erros dos exemplos, pelo nimero
total de exemplos tem-se a taxa de erro da combinagio de regressores. Observe que com
a utilizago de combinagio de regressores a compreensibilidade do modelo é prejudicada.

6.4.2 Boosting

Com relagdo & combinagéio de regressores usando a técnica boosting nao foi possivel
utilizar o algoritmo AdaeBoost, que trata somente de problemas de classificagio. Para
tanto, a técnica boosting foi implementada considerando as particularidades dos problemas
de regressao.

Por se tratar de um problema de regressao, como ja citado, nfo é trivial verificar se
a predigBo est4 correta ou nao. Essa verificagdo foi realizada com base na metodologia,
descrita na Secfio 5.3, que utiliza um limijar para definir se um dado exemplo foi correta-
mente coberto pelo regressor. Com a utilizagio desse limiar é possivel calcular o nlimero

de exemplos para o qual a cabega da regra é verdadeira ou falsa. O ponto critico nessa
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Algorithm 6 Algoritmo para Combinagao de Regressores

Entradas:
nome dos arquivos de entrada
constante inteira T' {ndimero de regressores a serem combinados}

1. Lé os arquivos de entrada
2 fori:=1ando
3:  preditoFinal :=0

4 erroFinal =0

5.  {Para cada regressor}

6: fori:=1aTdo

7: predito 1~ valor predito pelo regressor

8: preditoFinal := preditoFinal -+ predito

9:  end for

10:  {Calcula valor predito pelo regressor combinado para o exemplo}

ditoFinal
11:  preditoFwnal ;= preditolinal

12:  valorReal := valor real da classe do exemplo
13:  {Calcula o erro para o exemplo}

14:  erro:= |valor Real — preditoFinal|

15:  erroFinal := erroFinal + erro

16: end for
17: {Calcula o erro do regressor combinado}
: erroFinal
18: erroFinal ;= ———
n

Saida: Taxa de Erro do Regressor Combinado — erroFinal
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estratégia é a definicdo do valor do limiar. O limiar utilizado leva em consideragao o
calculo do desvio padriio do erro da regra encontrado no conjunto de dados (Pugliesi &
Rezende, 2003).

Na técnica boosting implementada, a cada exemplo é atribuido um peso. Inicialmente,
todos os exemplos recebem um peso w; = 1/n, sendo n o nimero de exemplos do conjunto
de treinamento. Esses pesos s@o atualizados apds a geragio de cada regressor, sendo

diminuidos os pesos dos exemplos preditos de maneira correta.

Dessa maneira, & cada iteragao e atualizagdo dos pesos dos exemplos, um novo con-
junto de treinamento é formado, sendo que a probabilidade de determinado exemplo ser
selecionado para esse novo conjunto é proporcional ao seu peso. Os exemplos que ndo
foram preditos corretamente pelo regressor tém maior probabilidade de pertencer ao novo
conjunto. Essa selegao foi realizada utilizando o método da roleta. De acordo com esse
método, um exemplo ird ocupar, em uma roleta, uma &rea proporcional ao seu peso.
Assim, exemplos com pesos maiores ocupario 4reas maiores e, consequentemente, terdo
maior probabilidade de serem selecionados. Mais detalhes sobre 0 método da roleta podem
ser encontrados em (Carvalho, Braga, & Ludermir, 2003). A implementacao do método
da roleta, aqui utilizado, foi realizada por meio de uma reta numérica. Cada exemplo
possui um intervalo nessa refa, com extensao igual ao seu peso. Para selecionar um exem-
plo, é sorteado, de maneira aleatdria, um nimero pertencente a essa reta. O exemplo
selecionado ser4 aquele cujo intervalo possui o niimero sorteado.

Por fim, apds determinado nimero de regressores serem gerados, estes sio combina-
dos de maneira semelhante & combinag3o realizada no bagging, descrita no Algoritmo 6.
Porém, as iteragbes para gerar novos regressores a serem combinados é interrompida caso

o erro do 1ltimo regressor atinja um valor especificado.

Assim, a combinagao utilizando boesting, bem como o bagging, podem ser divididos
em trés fases: geracio de amostras, geragao de regressores e combinagio de regressores.
Porém, no caso do boosting, as amostras, bem como os regressores, sao gerados em série.
A cada iteragdo, uma nova amostra (ou conjunto de treinamento) e, consequentemente,

um novo regressor sao gerados, de acordo com o desempenho do regressor anterior.

Os primeiros passos para a realizagdo dos experimentos com a técnica boosting sio a
atribui¢@o de pesos citada anteriormente e a geragio de um regressor a partir de todos os
dados do conjunto de treinamento original. Tendo esse primeiro regressor, a geragio de

amostras é realizada como descrito no Algoritmo 7.

O script para geragao de amostras recebe como entrada trés arquivos (.data, .names
e .rules) que devem estar na sintaxe padrio de exemplos (Batista, 2002) e de regras de
regressio do DISCOVER (Pugliesi, Dosualdo, & Rezende, 2003), apresentadas no Capi-
tulo 4. Vale ressaltar que o arquivo .data contém os exemplos de treinamento, o .names
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Algorithm 7 Algoritmo para Geragdo de Amostras — Boosting

Entrada:

[ T T ey Sy

nome dos arquivos de entrada {arquivos .data, .names e .rules}

Lé os arquivos de entrada
Verifica o tamanho do conjunto de treinamento e o atribui a varidvel numFEzxemplos
fori:—lando

Verifica se o exemplo foi predito corretamente pelo conjunto de regras

{Calcula o erro do regressor}

if exemplo foi predito erroneamente then

ErTo = Erro + w;

end if

end for

. Bi=erro/(1 — erro)
: {Atualiza os pesos}
:fori:=1ando

if exemplo foi predito corretamente then
w; = Wk B
end if

: end for
: Normaliza os pesos dos exemplos
: Seleciona os exemplos para o novo conjunto de treinamento, utilizando os pesos como

probabilidade (método da roleta)

Saida: Novo conjunto de treinarmento
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possui as descrigbes dos atributos e no arquivo .rules encontram-se o regressor gerado
convertido para a sintaxe padrdo de regras de regresso. Com esses arquivos, verifica-se
quais exemplos foram preditos de forma incorreta e quais foram preditos de forma correta
pelo regressor, atualiza os pesos dos exemplos e seleciona os exemplos do novo conjunto

de treinamento com base nesses pesos.

Com o novo conjunto de treinamento formado é iniciada uma nova iteracdo. A partir
desse conjunto serid gerado um regressor ¢, de acordo com seu desempenho, um novo
conjunto de treinamento, e assim sucessivamente. Essa fase de geragdo de amostras e
regressores ¢ finalizada apds o niimero de iteragdes requeridas pelo usudrio ser atingido ou
um regressor obter um erro maior que 0,5 (critério de parada que indica que o regressor
atual ¢ semelhante ao anterior) ou igual a zero. Em seguida, é realizada a combinagéo

dos regressores.

A implementagdo do script para combinagido dos regressores para a técnica boosting
¢ similar & combinacfo utilizando a técnica bagging. A resposta do regressor combinado
é dada pela média das respostas dos regressores gerados. O script utilizado nesta etapa
recebe como entrada o mimero de regressores que devem ser combinados e os arquivos

contendo as predigées geradas (Pugliesi, Sinoara, & Rezende, 2003).

6.5 Avaliacdo Experimental

Nesta segfo sdo apresentados os experimentos realizados com a combinagdo de regres-
sores homoggneos por meio das técnicas bagging e boosting, bem como a combinacio de

regressores heterogéneos utilizando a técnica stacking.

Além da precisdo, avaliar a compreensibilidade do conhecimento extraido é impor-
tante especialmente para viabilizar um melhor entendimento do modelo. Porém, quando
se utiliza combinagdo de regressores normalmente ganha-se em precisio e perde-se em

compreensibilidade.

Para a realizagfo dos experimentos com combinagio de regressores foram utilizados
algoritmos disponiveis nas ferramentas Cubist ¢ Weka, descritas na Se¢fo 4.1.3, as imple-
mentagdes do bagging e boosting, descritas na Segdo 6.4, e trés bases de dados (Abalone,
CPU Performance e Housing) apresentadas na Secao 4.1.3.

6.5.1 Descricdo dos Experimentos

Nesses experimentos a combinagdo de regressores homogéneos foi realizada de acordo

com 0% seguinte passos:
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1. Geragdo de Amostras: foram geradas amostras a partir dos conjuntos de treina-
mento, formando grupos compostos por 3, 5, 7 e 10 amostras para cada base de
dados.

2. Geragao de Regressores: para cada amostra foi gerado um regressor utilizando um
algoritmo de regressao.

3. Combinagdo de Regressores: os regressores gerados a partir de cada grupo de amos-
tras foram combinados utilizando o conjunto de teste, obtendo assim, quatro regres-
sores combinados, um para cada grupo de amostras do item 1.

Para facilitar a andlise e comparaco dos resultados séo apresentados nas Figuras 6.8
e 6.9 esquemas sintetizando as combinagdes realizadas, nas quais podem ser observados

os trés passos descritos anteriormente.

A Figura 6.8 representa a técnica bagging para combinagao de regressores, que gera os
regressores em paralelo, sendo que Resposta € a saida final da combinagao dos regressores.
Para esses experimentos foram geradas amostras para combinar 3, 5, 7 e 10 regressores, e
utilizadas, para todos os conjuntos de amostras, as ferrametas Cubist e Weka e a imple-
mentagio do bagging descrita. Todo esse esquema é repetido trés vezes, uma para cada
base de dados utilizada: Abalone, CPU Performance e Housing.

Ja na Figura 6.9 é mostrada a técnica boosting, a qual gera os regressores em série.
Nessa figura é apresentada a geragio de amostras e combinagao de 3 regressores, tanto para
a ferramenta Cubist quanto para a Weka. Para a combinagdo de 5, 7 e 10 regressores, que
também foram utilizadas nos experimentos, a idéia ¢ a mesma, aumentando-se o nimero
de passos necessarios. Esses experimentos também foram realizados para as mesmas trés’

bases de dados utilizadas no bagging.

Para a combinagio de regressores heterogéneos com a técnica stacking, foi utilizada
a implementagado disponivel na ferramenta Weka, que ja possui varios algoritmos para
problemas de regressio, necessarios para a combinagio de regressores heterogéneos. Foi
também utilizado a combinagao de 3, 5, 7 e 10 regressores, porém, nesse caso, esses valores
representam o niimero de regressores gerados por cada algoritmo de regressao de nivel-0.

A seguir sdo apresentados os resultados obtidos nas combinagoes de regressores reali-
zadas com as trés bases de dados. Vale ressaltar que todos esses resultados foram obtidos

utilizando-se a média final dos erros dos regressores.

6.5.2 Resultados

No geral, a técnica bagging foi que a apresentou melhores resultados em todos os
experimentos realizados. A técnica boosting nao chegou a gerar resultados para algumas
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Figura 6.8: Esquema dos experimentos — Bagging.

Figura 6.9: Esquema dos experimentos — Boosting.
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das combinagdes dos experimentos realizados, pois o regressor obteve um erro maior que
0,5 ou igual a zero, antes de gerar o nimero total de combinagdes solicitadas.

Os resultados obtidos utilizando as técnicas bagging e boosting com a ferramenta Cu-
bist, nas trés bases de dados, sfo apresentados nas Tabelas 6.1, 6.2 e 6.3. Os valores
apresentados representam a média final dos erros.

Tabela 6.1: Resultados dos experimentos com Cubist para a base de dados Abalone.

Regressor tinico 1,5
Bagging Boosting
3 regressores 1,5017 1,9714
O Tegressores 1,4918 2,3156
7 regressores 1,4918 —
10 regressores 1,4710 -

Tabela 6.2: Resultados dos experimentos com Cubist para a base de dados CPU Perfor-

mance.
Regressor tinico 57,3
Bagging Boosting
3 regressores 53,4256 54,4737
O regressores 44,7892 56,8211
T regressores 53,3055 —
10 regressores 46,7817 —

Tabela 6.3: Resultados dos experimentos com Cubist para a base de dados Housing.

Regressor inico 8,97
Bagging Boosting
3 regressores 3,9078 6,6143
5 regressores 4,9352 5,6064
T regressores 5,9040 4,7097
10 regressores 4,7323 —

J4 os resultados obtidos utilizando as técnicas bagging, boosting e stacking e a ferra-
menta Weka, nas trés bases de dados, sfio apresentados nas Tabelas 6.4, 6.5 e 6.6.

Na Tabela 6.1 o melhor resultado da combinagdo € com a técnica bagging usando 10
regressores, e todas as combinacdes usando a técnica boosting ndo melhoraram a preciso
para a base de dados Abalone comparado com o resultado obtido a partir de um tnico
regressor. Pode-se notar que a técnica boosting nio gerou resultados para a combinagao
de 7 e 10 regressores, pois o erro do regressor 5 foi maior do que 0,5 e a combinagéo parou.
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Tabela 6.4: Resultados dos experimentos com Weka para a base de dados Abalone.

Regressor 1inico 1,525
Bagging | Boosting | Stacking
3 regressores | 1,5126 1,9158 1,6526
5 regressores | 1,4952 — 1,6591
7 regressores | 1,5863 — 1,6542
| 10 regressores | 1,5540 — 1,6492

Tabela 6.5: Resultados dos experimentos com Weka para a base de dados CPU Perfor-

mance.
Regressor Unico 58,2753

Bagging | Boosting | Stacking

3 regressores | 44,4937 | 45,6213 | 52,2104

9 regressores | 42,9138 — 52,1741

7 regressores | 44,2828 — 55,1591

10 regressores | 44,9673 — 52,0249

Um comportamento semelhante pode ser verificado para a Tabela 6.4, na qual foi
utilizada a ferramenta Weka. Neste c¢aso, o melhor resultado também foi o da combinacéo
utilizando a técnica bagging, porém com 5 regressores. Tanto o boosting quanto o stacking
nao obtiveram resultados melhores que o regressor tinico. O boosting nao gerou resultados
para as combinagdes com 5, 7 e 10 regressores, inviabilizando a geragdo dos resultados

finais.

Todos os resultados para as duas combinages de regressores usando a base de dados
CPU Performance, apresentados na Tabela 6.2, sdo melhores que o obtido com um inico
regressor, ou seja, obtiveram menores erros. O melhor resultado para esse experimento
€ o com 9 regressores utilizando a técnica bagging. Também nao h4 resultados para a

combinagio de 7 e 10 regressores para a técnica boosting.

Utilizando a ferramenta Weka, Tabela 6.5, todos os resultados também sio melhores

Tabela 6.6: Resultados dos experimentos com Weka para a base de dados Housing.

Regressor tinico 4,5816

Bagging | Boosting | Stacking
3 regressores | 6,6656 4,5456 6,0024
5 regressores | 05,1377 — 6,0588
7 regressores | 3,9145 6,0715
10 regressores ; 3,8390 — 6,1839
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que o obtido a partir de um Unico regressor. Assim como com a ferramenta Cubist, o
melhor deles é o que utiliza a técnica bagging com 5 regressores. Neste caso, a técnica

boosting nao gerou resultados para 5, 7 e 10 regressores.

Na Tabela 6.3 sio apresentados os resultados da base de dados Housing. O melhor
resultado foi também obtido utilizando a técnica bagging. Além disso, os resultados de
todas as combinag0es, tanto do bagging quanto do boosting foram melhores que o regressor

Unico para todos os experimentos.

Ja na Tabela 6.6 o melhor resultado foi obtido utilizando a técnica bagging com 10
regressores. A técnica boosting gerou resultado apenas para a combinagao de 3 regressores,
sendo esse um pouco menor que o regressor Unico. Ja os resultados gerados pela técnica

stacking foram todos piores que o regressor {inico.

Como dito anteriormente, a técnica bagging obteve melhores resultados em todos os ex-
perimentos realizados e a técnica boosting nao gerou resultados para todas as combinagoes
de regressores realizadas. Pode-se notar que a técnica boosting utilizando a estratégia por
nos definida teve bons resultados, tendo um erro menor que o classificador 1inico em todos
os experimentos das bases de dados CPU Performance e Housing, podendo ser utilizado
em outros experimentos. Os erros foram maiores apenas para a base de dados Abalone,
mas essa base de dados também nao obteve uma melhora significativa em nenhuma das

combinagdes realizadas.

A combinagao de regressores mostrou que, no geral, ganha-se em precisio, porém
perde-se em compreensibilidade, pois a compreensido pelo usuario de um 1inico modelo é
maior, e ao se combinar varios regressores nao se tem mais um Unico regressor para ser
analisado. Desse modo, nao se sabe exatamente de onde vem os resultados, pois 0 mesmo

é uma combinagao dos regressores anteriores.

6.6 Consideracdes Finais

Sabe-se que o processo de Extragio de Conhecimento de Bases de Dados nao termina
com a extragao de padrdes, pois apds essa etapa o conhecimento deve ser avaliado, antes
de ser utilizado. Nessa iltima etapa, denominada de pés-processamento, deve-se obter
a precisao do conhecimento obtido a partir de determinado algoritmo, bem como avaliar
o conhecimento quanto a sua qualidade e/ou utilidade para que, em caso positivo, seja
utilizado para apoio a algum processo de tomada de decisao. Quando é identificado, na
etapa de pés-processamento, que a precisao obtida ndo é boa, pode-se optar por fazer
combinagao de regressores. A abordagem de miltiplos regressores para analise de padrdes

vem tendo um expressivo crescimento e muitos casos de sucesso.

Como mencionado, em problemas de regressdo, o cdlculo da cobertura das regras é
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complexo, pois o atributo meta é continuo. Assim, necessita-se de um tratamento diferente
para técnica boosting. Para isso fol utilizado a abordagem proposta, implementada e
validada que utiliza um limiar para verificar a predigdo de novos exemplos em modelos
de regressdo (Pugliesi & Rezende, 2003; Pugliesi, Dosualdo, & Rezende, 2003). Como o
boosting trabalha com pesos para identificar a probabilidade do exemplo ser selecionado
e compor o novo conjunto de dados foi implementado o método da roleta que viabiliza
a amostragem aleatéria com peso. Com a utilizagio dessa abordagem, limiar e roleta, é

viabilizado a combinagao de regressores em série.

Neste capitulo sdo apresentados os experimentos realizados com a combinagéo de re-
gressores utilizando trés bases de dados retiradas do Repositério da UCI. Foram reali-
zados experimentos combinando os regressores gerados pela ferramenta Cubist por meio
de implementacoes das técnicas bagging e boosting. Outro conjunto de experimentos foi
realizado com o auxilio da ferramenta Weka, que gerou e combinou regressores utilizando
as técnicas bagging e stacking. Os regressores gerados por essa ferramenta também foram
combinados utilizando a implementagdo proposta do boosting.

O bagging obteve melhores resultados que o boosting e o stacking. Porém, pode-se
observar que, salvo algumas poucas excegdes, as combinagoes de regressores utilizando as
trés técnicas obtiveram erros menores que a execugao de um unico regressor. Ressalta-se
que a combinacao de regressores apesar de, em geral, incrementar a precisio perde-se

muito em compreensibilidade.

Os resultados obtidos nos experimentos realizados para este capitulo confirmaram que
a combinagao de regressores pode aumentar a precisao do conhecimento extraido de bases
de dados comparados a um Unico regressor. Entretanto, pode-se notar que nao é possivel

determinar um padréo que mostre qual nimero de regressores é o melhor.
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Capitulo

Integracdo de Regras de Regressao

ntegracao de conhecimento refere-se ao processo de incorporar novo conhecimento
a um corpo de conhecimento j4 existente. Isso envolve determinar como o co-
nhecimento novo e o existente interagem, e como o conhecimento existente deve
ser modificado para acomodar novos conhecimentos. Integracio de conhecimento difere
significativamente de abordagens tradicionais para aprender a partir de instrugdes, pois
nenhum desempenho especifico da tarefa é assumido. Consequentemente, o sistema de
aprendizado deve acessar o valor do novo conhecimento para determinar como o conheci-

mento existente deve ser modificado para acomodé-lo.

A integracio de conhecimento aborda vérios assuntos criticos que surgem quando
desenvolve-se bases de conhecimento. Modificagdes que pretendiam corrigir um defeito
na base de conhecimento podem entrar em conflito com o conhecimento j4 existente e
introduzir problemas. Alternativamente, novos conhecimentos podem interagir sinerge-
ticamente com o conhecimento existente. Um tipo comum de interagio benéfica ocorre
quando o novo conhecimento explica o conhecimento existente. Reconhecer a interacao
entre o conhecimento novo e o anterior permite ao sistema. explicar melhor suas conclustes
(Murray, 1996).

Além disso, em dominios dindmicos, o préprio conhecimento pode mudar com o passar
do tempo. Obviamente, é importante saber o que mudou desde o aprendizado anterior.
Um modelo computacional de integragio de conhecimento, proposto em (Murray, 1996),
inclui trés atividades: (i) reconhecimento, que identifica o conhecimento relevante; (ii)

elaboragdo, que aplica as regras relevantes para determinar a consequéncia do novo co-



nhecimento; e (iii) adaptagao, que modifica a base de conhecimento para acomodar o novo
conhecimento.

Em outras palavras, pode-se dizer que a integragdo de conhecimento envolve a cons-
trugao de bases de conhecimento a partir de vérios sistemas de aprendizado e posterior
match do conhecimento. Um ponto importante é como fazer uso de BCs que j4 estdo
construidas (Brazdil & Torgo, 1990, 1991, Navathe & Donahoo, 1995).

Assim, o processo de integracio de conhecimento consiste em juntar diferentes conhe-
cimentos, gerados a partir de amostras diferentes da mesma base de dados, em uma tinica
base de conhecimento, que seja mais completa que cada uma das bases individuais e man-
tenha a consisténcia. Essa base de conhecimento Unica também pode ser denominada de
teoria integrada ou conjunto de regras integrado.

Além disso, no pés-processamento também se objetiva a uma filtragem do que foi
aprendido, eliminando o conhecimento espurio, sem valor ou de situagoes Obvias guiadas
pelo senso comum. Essa selecio de regras também pode ser utilizada mesmo quando néo
houver integracéo de diferentes bases de conhecimento, pois com o aumento do tamanho
das bases de dados mineradas, o volume de conhecimento produzido pelos algoritmos de
aprendizado normalmente cresce, podendo inclusive sobrecarregar os usuarios. Fornecer ao
usuério uma grande quantidade de padrées descobertos a partir dos dados néo é produtivo,
uma vez que, normalmente, ele procura por uma pequena lista de padroes interessantes
{em sua opinido).

Isso é especialmente verdade para descoberta de regras de regressao, na qual os con-
juntos de regras nio séo facilmente compreensiveis, e uma anélise de regras pode ser muito
dtil. Visando a melhora da qualidade do conhecimento obtido utiliza-se a integracgéo de
conhecimento também para melhorar a precisdo da predicdo de novos exemplos. Além
disso, medidas de grau de interesse e compreensibilidade também estao sendo utilizadas,
a fim de se obter/escolher as regras mais apropriadas para um determinado problema,

tendo em vista os objetivos do usuério final.

Para realizar essa avaliagao, algumas medidas podem ser usadas em problemas de
regressfo, como as derivadas e as ndo derivadas da matriz de contingéncia, apresentadas
no Capitulo 5.

Neste capitulo a integragio de regras consistird da juncio de diferentes conjuntos de
regras e posterior avaliagao e selecBo de regras, gerando, para cada integragdo, um dnico

conjunto de regras.

O objetivo principal deste capitulo é explorar a integragdo de bases de conhecimento
(conjuntos de regras), sendo que as bases geradas utilizam conjuntos de dados ou algorit-
mos diferentes. Para tanto, um método para avaliagdo do modelo e de regras foi definido.
Para aumentar a compreensibilidade do modelo, experimentos empiricos foram realizados



para eliminar as piores e selecionar as melhores regras de regressdao. Este capitulo esté
organizado da seguinte maneira: na Secao 7.1 sdo apresentadas duas abordagens para
integracao de regras de regressio, sendo que uma delas visa a escolha das melhores regras
e a outra a eliminagao das piores regras. Essa segunda abordagem é denominada poda de
regras. Na Segao 7.2 é apresentada a metodologia para integracao de regras de regressao
por nds proposta e implementada, sendo os experimentos realizados para validagao dessa
metodologia apresentados na Secio 7.3. Na Segio 7.4 sio apresentados os experimentos
realizados e os resultados obtidos utilizando a abordagem de sele¢do das melhores regras
e construggo iterativa do conjunto de regras. Finalmente, na Secéo 7.5 sao apresentadas

as consideracoes finais deste capitulo.

7.1 Abordagens na Integracio de Regras de Regressdo

A necessidade de integragio de conhecimento pode surgir, por exemplo, quando o
conhecimento é adquirido por meio de diferentes fontes de conhecimento, como vérios
especialistas do dominio ou algoritmos de aprendizado. Como as opinides dos especia-
listas podem diferir e os algoritmos de aprendizado possuem bias diferentes, as bases de
conhecimento construidas também podem ser diferentes.

Assim, a integraggo visa construir um tinico preditor que explore todo o conhecimento
disponivel, possua um bom desempenho e explique melhor e de maneira sucinta os dados
fornecidos.

Encontrar quais padres sdo interessantes a wm usudrio, visando tanto o desempenho
quanto a qualidade, é um problema dificil. Isso pode ser realizado por meio da anjlise
individual das regras e seleggio das que fardo parte do conjunto de regras final. Essa selecio
pode ser realizada por meio de duas abordagens. Uma delas é eliminar do conjunto de
regras integrado as que nao sdo interessantes (Sahar, 1999; Liu, Jsu, Ma, & Chen, 1999).
Essa estratégia visa focar a atengfo nas “partes fracas” do conjunto de regras, nio gastando
muito esforgo em modificagbes desnecessdrias. E a outra é selecionar as melhores regras e
ir construindo o conjunto de regras integrado. Um dos critérios de parada pode ser, por
exemplo, continuar a acrescentar regras até que o conjunto de regras integrado cubra todo
o conjunto de dados (Brazdil & Torgo, 1990, 1991).

Tanto a selecio das piores quanto a das melhores regras de regresséo pode ser realizada
por meio das diferentes medidas de avaliagio apresentadas no Capitulo 5. Essa selegio
pode ser realizada ordenando-se as regras em ordem crescente ou decrescente, baseado em
uma ou mais medidas de avaliagio (Hilderman & Hamilton, 2001; Freitas, 1998a).

Vale ressaltar, que em alguns casos, o conhecimento descoberto a partir de uma base
de dados pode, com a integra¢io do conhecimento de uma nova base de dados, se tornar



inconsistente ou invalido. A nocgfo de robustez pode ser definida como a probabilidade
da base de dados estar em um estado consistente com o conhecimento descoberto. Essa
probabilidade é diferente da precisdo da predigao, pois a precisao mede a probabilidade do
conhecimento ser consistente com dados nao vistos selecionados aleatoriamente ao invés
de um completo estado da base de dados. Essa diferenca é significante em bases de dados

que sao interpretadas usando a hipdtese de mundo fechado (Hsu & Knoblock, 1996).

7.2 Metodologia para Integracdo de Regras de Regressio

A metodologia para Integracao de Regras de Regressao (IR'R) tem como objetivo
gerar um conjunto final de regras de regressao por meio da juncao de diferentes bases de

conhecimento e posterior poda das piores regras.

Na Figura 7.1 é apresentado um esquema que ilustra a metodologia ZR'R.

....................................

Figura 7.1; Esquema da metodologia para integracdo de regras de regressao.

Nos experimentos realizados, cada base de dados foi dividida em dois conjuntos: um
com T5% dos exemplos usado para treinamento e teste, e outro com 25% dos exemplos
que é o vonjunto de valida¢do utilizado para a avaliagdo dos conjuntos de regras. Deve
ser ressaltado que o conjunto de validacdo nao fol utilizado nem na fase de geracao dos

regressores e nem no calculo das medidas relacionadas a cada regra de regressao.



Na metodologia ZRR, a integragéo de regras foi realizada de duas maneiras distintas,

sendo os resultados de cada uma, a principio, analisados em separado:

e utilizando 10-fold cross-validation no conjunto de dados com 75% dos exemplos. As
regras dos 10 conjuntos de regras foram reunidas em um tnico conjunto de regras

integrado;

e utilizando o conjunto de dados com 75% dos exemplos para cada um dos trés al-
goritmos de regressdo {Cubist, RT' e M5). As regras geradas pelos trés algoritmos

foram reunidas em um uUnico conjunto de regras.

Além disso, um outro regressor foi gerado a partir de todo o conjunto de dados com
75% dos exemplos, para cada um dos trés algoritmos, a fim de comparar seus resultados

com os dos conjuntos de regras integrados.

Todo o processo de integragéo, baseado na metodologia ZRR, é detalhado a seguir:

1. separagao em dois conjuntos, um com 75% dos exemplos e o outro com 25% restan-

tes;
2. utilizagdo de todo o conjunto de dados e também execugio de 10-fold cross-validation;

3. todas as amostras sio submetidas aos trés algoritmos de regressiio, sendo posterior-

mente feita a predicdo do conjunto de regras gerados com 75% dos dados:
4. cada base de conhecimento é convertida para a sintaxe padréo de regras de regressio;

5. sdo calculadas as medidas e a matriz de contingéncia, gerando conjuntos de regras

na sintaxe padréo estendida para regras de regressao definida na Segéo 4.2;

6. jungéo de regras gerando dois diferentes conjuntos integrados de regras (utilizando
10-fold cross-validation e trés algoritmos integrados) e célculo da predigio para esse
conjunto;

7. poda de regras, que elimina automaticamente 5%, 10%, 25% e 50% das piores regras.
Essa eliminagfo é baseada em duas medidas descritas a seguir. Em seguida é avaliada
a predigéo para o conjunto de regras resultante;

8. intersecgio dos conjunto de regras gerados utilizando as medidas MAD e COV,
ou seja, sio selecionadas apenas as regras que aparecem em ambos os conjunto de

regras.

Previamente, foi definido um método para avaliar o erro de predigio de um conjunto

de regras qualquer, de maneira a viabilizar a comparagio dos resultados obtidos com as



abordagens utilizadas. Quando mais de uma regra cobre o exemplo, é realizada uma média
dos valores preditos para a predigao final do exemplo. Porém, se o exemplo nao é coberto
por nenhuma regra, uma funcdo de aproximacao é utilizada. Essa funco considera um
peso médio baseado nas duas regras mais préximas ao exemplo, ou seja, as regras que

“quase” cobrem o exemplo.

Para a realizagdo da poda de regras, a eliminago das piores regras é baseada em
duas medidas diferentes. Uma medida é a MAD (Equagao (5.20), pégina 81), e a ou-
tra é a cobertura, que utiliza os valores da matriz de contingéncia para problemas de
regressdo {Segdo 5.3) e calcula a porcentagem dos exemplos cobertos que sdo corretos
(Equagao {7.1)).

_ n{BH) — n(BH)
- n

(7.1)

7.3 Avaliagdo Experimental Utilizando a Metodologia TRR

7.3.1 Descricdo dos Experimentos

De forma a avaliar a metodologia ZRR proposta, alguns experimentos foram realizados
utilizando trés algoritmos de regressdo (Cubist, RT e Aio) e sete bases de dados (Auto-
MPG, Housing, Abalone, Wisconsin Breast Cancer, Servo, MV e Delta Ailerons).

Ressalta-se que os algoritmos RT e M5 geram arvores de regressao, ao invés de regras
de regressdo. Assim, essas drvores de regressao foram convertidas em regras de regressao

na sintaxe padréo de regras de regressao.

Toda a metodologia ZRR descrita acima foi realiza para cada base de dados separa-

damente.

7.3.2 Resultados

Nas Tabelas 7.1 & 7.21 sao apresentados os erros dos diferentes conjuntos de regras.
Essa avaliacgo é feita usando o método proposto anteriormente. A coluna Unico é o erro
do regressor Gnico obtido com 75% da base de dados. A coluna #R representa o niimero
de regras da coluna anterior.

A coluna 0% apresenta o erro do conjunto de regras integrado, ou seja, todas as regras
geradas pelo 10-fold cross-validation ou pelos trés algoritmos. As colunas 5%, 10%, 25%
e 50% sdo os erros do conjunto de regras com a eliminagao de 5%, 10%, 25% e 50% das
piores regras, respectivamente. Todos 0s erros sio calculados no conjunto de validagao,



que representa 25% da base de dados.

Para cada uma das bases de dados existem trés tabelas e uma figura com quatro
graficos. A primeira tabela representa os resultados utilizando-se 10-fold cross-validation.
A segunda mostra os resultados originados da integragdo dos trés algoritmos de regressao.
Para ambas as tabelas sfo apresentados tanto os resultados da poda utilizando a medida
de cobertura COV quanto a MAD. J4 na terceira tabela sdo apresentados os resultados
obtidos por meio da intersec¢io das regras geradas com poda utilizando as duas medidas.
As trés primeiras linhas representam cada algoritmo separadamente (referentes & primeira
tabela) e a dltima linha mostra os resultados da intersec¢do quando se utilizou os trés

algoritmos (referente & segunda tabela).

Nos graficos (Figuras 7.2 & 7.8) séo apresentados os resultados obtidos de cada algo-
ritmo e com a juncdo das regras geradas pelos trés algoritmos. Em cada grifico tem-se
uma linha para a medida COV, uma para a MAD e uma terceira para a intersecgao
{(denotada por INTER na legenda do gréfico).

Nas Tabelas 7.1, 7.2 e 7.3 sfo apresentados todos os resultados da base de dados
Auto-MPG, ou seja, o erro e o nimero de regras para cada caso. Pode-se notar que o
erro diminui quando todas as regras sdo integradas. Com a eliminagio de regras, tem-se
ainda em alguns casos um ganho em precis&o. Isso pode ser explicado pelo fato de que ao
predizer novos exemplos quando existe um grande nimero de regras, a chance do exemplo
nao ser coberto por nenhuma regra é pequeno, ou seja, maior chance de usar a média de
diferentes regras que cobrem o exemplo, e menor chance de usar a fungfo de proximidade

para exemplos ndo cobertos.

Entretanto, usando a medida MAD como métrica para excluir as piores regras, o erro
aumenta consideravelmente. Esse aumento é de aproximadamente 70% para o RT e 120%
para o M5 quando 50% das regras sao eliminadas. A tendéncia & um pouco diferente
quando a medida de cobertura é utilizada como métrica para eliminar as piores regras.
Em quase todos os casos o erro diminui ou permanece préximo do erro da coluna 0%.
Apenas em alguns casos 0 erro aumenta um pouco quando mais regras sdo eliminadas.
Para a integrag@o utilizando os trés diferentes algoritmos, os erros mantiveram a mesma
tendéncia, sendo melhores os resultados para a medida COV.

A outra base de dados que obteve comportamento semelhante é a MV, que também
teve considerdve]l aumento do erro em alguns casos, porém os piores resultados foram com
a medida COV. Seus resultados podem ser vistos nas Tabelas 7.16, 7.17 e 7.18.

A maioria dos erros para a base de dados Housing, mostrados nas Tabelas 7.4, 7.5 ¢ 7.6
séo melhores que o conjunto de regras finico. Nessa base de dados também o conjunto de
regras integrado apresenta erro menor que no conjunto de regras tinico. Apesar dos erros
terem sido grandes quando se integra as regras geradas pelos trés algoritmos, o menor erro



dentre todos os experimentos foi utilizando essa integragio com a medida MAD e podando
257 das regras. Os resultados obtidos com a intersecgo manteve o mesmo comportamento
da integragfo com 10-fold cross-validation.

Nas Tabelas 7.7, 7.8 e 7.9 sdo mostrados os erros para a base de dados Abalone.
Os métodos de eliminagio de regras tiveram erros semelhantes ao conjunto de regras
integrado. Observando as colunas Unico e 0/ percebe-se que o erro diminuiu nos trés
algoritmos utilizados. Essa redugdo foi aparentemente pequena: com o Cubist, o ganho
foi de 3,33% comparado com o regressor nico; com o RT, foi de 3,75% e com o M5, foi
de 6,25%. Entretanto, o nimero de regras na integragio sem poda é drasticamente maior

quando comparado com o ntimero de regras do regressor tnico.

Nas Tabelas 7.10, 7.11 e 7.12 s&o apresentados os resultados obtidos para a base de
dados Wisconsin Breast Cancer. Apesar dos valores dos erros da predigéo serem semelhan-
tes, ressalta-se que o menor erro foi o que utilizou a intersecgdo com poda de 50% para o
algoritmo M5, sendo o niimero de regras um dos menores entre todas as integragoes.

Os resultados da base de dados Servo, mostrados nas Tabelas 7.13, 7.14 e 7.15 seguem
os mesmos padrdes apresentados nas bases anteriores. Nos resultados obtidos com a
intersecgio observa-se um grande aumento na taxa de erro para as maiores porcentagens

de poda.

Nas Tabelas 7.19, 7.20 e 7.21 sdo mostrados os resultados da base de dados Delta
Ailerons, sendo que na maioria dos casos a variagdo do erro é pequena quando se analisa
as varias integracdes para um mesmo algoritmo, ou seja, analisando os resultados a cada
linha. Porém, pode-se observar alguns bons resultados na integragio e intersecgéo, como

os apresentados na intersecgao de trés algoritmos.

Analisando os resultados de todas as bases de dados pode-se perceber que na maioria
das integragoes existe um ganho em precisdo, porém, quase sempre, com um aumento no
nimero de regras. Isto é, ganha-se em precisdo e perde-se em compreensibilidade, porém

ndo em interpretabilidade.

Pode-se observar também que, para os resultados da interseccao utilizando os trés
algoritmos, em praticamente todas as bases de dados, houve um ganho em precisao sem
um grande aumento no ntimerc de regras, sendo que em alguns casos houve até redugéo

no nimero médio de regras.



Auto-MPG

{a) Cubist {(b) RT

(c) M5 (d) 3 Algoritmos

Figura 7.2; Gréficos da base de dados Auto-MPG.

Tabela 7.1: Resultados para a base de dados Auto-MPG com 10-fold cross-validation.

COV MAD

Unico | #R || 0% [#R || 5% [ 10% | 25% | 50% || 5% | 10% | 25% | 50%

Cubist | 8,10 9 [ 644 93 | 697 | 69716,75|6,75| 6,54 | 7,01 | 7,33 | 7,73

RT 6,92 4 |668]| 58 | 6,64 |6,60|6,50 | 6,37 | 6,77 | 6,87 [ 8,59 | 11,39

M5 6,50 10 | 6,50 | 114 || 6,50 | 6,50 | 6,30 | 6,70 || 6,40 | 7,20 | 10,20 | 14,19

Tabela 7.2: Resultados para a base de dados Auto-MPG integrando os 3 algoritmos.

Ccov MAD
O% | #R || 54 | 10% | 25% | 60% || S%4 | 104 | 254 | S04
6,60 | 23 | 6,30 | 6,30 | 6,40 | 6,40 || 6,30 | 7,20 | 10,20 | 11,30

Tabela 7.3: Resultados da intersecgao para a base de dados Auto-MPG.

0% | #R | 5% [#R | 10% | #R || 25% | #R || 50% | #R

Cubist 6,44 | 93 | 7,07 | 38 [ 7,07 36 || 7.76 | 26 | 859 | 11
RT 6,68 | 58 | 6,85 | 24 | 6,82 | 23 || 8,47 | 18 | 10,73 | 7
M5 6,50 | 114 | 6,30 | 14 | 7,50 | 13 [ 12,60 | 10 || 17,70 | 5

| 3 Algoritmos | 6,60 | 23 [ 6,30 19 [ 7,20 17 || 9,90 | 12 [ 12,20 4 |




Housing

Figura 7.3: Graficos da base de dados Housing.
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Tabela 7.4: Resultados para a base de dados Housing com 10-fold cross-validation.

COV MAD
Unico o% | #R | 5% | 10% | 25% | 50% || S% | 10% | 25% | 50Y%
Cubist | 9,06 | 10 | 6,30 | 89 | 534 [ 535 [ 437 3.94 || 5,91 [ 5,62 | 6,51 | 5,84
RT | 406 | 21 |[ 4,17 | 196 |[ 3,96 | 3,86 | 3.80 4.20 | 3.99 | 3,99 | 3.59 | 3,39
M5 | 520 | 22 [[ 4,50 ] 186 || 5,10 [ 5,10 | 5,00 | 4,80 || 5.20 [ 5.20 | 4,90 [ 4,20

Tabela 7.5: Resultados para a base de dados Housing integrando os 3 algoritmos.

COv I MAD
0% | #R || 5% [ 10% | 25% | s0% || 5% | 10% | 25% | 50%
547 | 53 | 6.30 | 6,60 | 6.70 | 4.40 || 4,18 | 3,46 | 3,30 | 12,80

Tabela 7.6: Resultados da intersec¢ao para a base de dados Housing.

0% | #R || 5% | #R | 10% | #R || 25% | #R || 50% | #R
Cubist | 6,30 | 89 || 5,37 | 40 (563 | 37 | 4,66 26 | 425 15
RT 417 | 196 || 3.96 | 26 || 3.86 | 25 | 3,57 | 17 | 400 | 7
M5 4.50 | 186 || 5,90 | 22 || 5,90 | 20 [ 6,00 | 14 [ 6.00 | 6

[3 Algoritmos | 5,47 | 53 || 4,80 | 34 [ 3,50 | 30 [ 3.50 | 20 [ 5.60 | 10 |
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Figura 7.4: Graficos da base de dados Abalone.

Tabela 7.7: Resultados para a base de dados Abalone com 10-fold cross-validation.

CcOoV MAD
Unico | #R || 04 | #R || 54 | 10% | 2564 | 50% || 5% | 10% | 254 | 50%4

Cubist | 1,50 13 || 1,47 | 111 || 1,47 | 1.47 | 1,47 | 1,48 || 1,47 | 1,47 | 1,46 | 1,48

RT ' 1,60 | 48 | 1.54 | 737 || 1,65 | 1,65 | 1,71 | 1,85 | 1,54 | 1,59 | 1,71 | 1,89

M3d 1,60 | 47 | 1.50 | 357 || 1,60 | 1,60 | 1,70 | 1,70 || 1,60 | 1.70 | 1.90 | 2,10

Tabela 7.8: Resultados para a base de dados Abalone integrando os 3 algoritmos.

| COV MAD
0% | #R || 5% | 10% [ 25% | 50% || 5% | 10% | 25% | 50%
1,53 [ 108 [ 1.52 [ 1,52 [ 1.50 | 1,50 [| 1,50 [ 1,50 | 1,60 | 1,80

Tabela 7.9: Resultados da intersecgdo para a base de dados Abalone.

0% | #R | B4 | #R || 10% | #R | 25% | #R || 50% | #R
Cubist 1,47 | 111 || 1,47 | 75 || 1,47 | 68 || 1,47 | 57 || 1,48 | 25
RT 1,64 | 737 || 1,67 | 86 ¢ 1,72 | 79 || 1,87 | 51 | 1,97 | 29
M5 1,50 | 357 || 1,60 | 66 | 1,70 | 59 | 2,10 | 36 | 2,50 | 20

3 Algoritmos [ 1,53 [ 108 [ 1,50 [ 81 [ 1,50 | 71 [ 1,60 ] 48 [ 1,80 | 23 |




Wisconsin Breast Cancer

Tabela 7.10: Resultados para a base de dados Wisconsin Breast Cancer com 10-fold cross-

Figura 7.5: Gréficos da base de dados Wisconsin Breast Cancer
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validation.
COv MAD
Unico #R o #R 5% 10% 25% s0% 5% 10% 257 50%
Cubist | 32,34 3218 | 14 || 32.28 | 32,46 | 32,85 | 32,22 || 32.06 | 31.77 | 3L.31 | 31,17
RT | 34,02 | 2 || 34,33 | 26 | 34,22 | 34,76 | 35,36 | 40.29 || 34,50 | 34.14 | 33,73 | 27,26
M5 | 36,50 | 1 || 34,50 | 22 || 34.20 | 34.00 | 34,70 | 39,30 || 33,70 | 33.60 | 3190 | 23,50

Tabela 7.11: Resultados para a base de dados Wisconsin Breast Cancer integrando os 3

algoritmos.
| Cov MAD
0% [#R | 6% | 10% | 25% | 80% || 5% | 104 | 25% | 50%
33.86 | 5 | 33,86 | 33,86 | 34,67 | 33,78 || 33,86 | 33,86 | 32,97 | 30,80

Tabela 7.12: Resultados da intersec¢do para a base de dados Wisconsin Breast Canc

o% [ #R | 5% |#R| 10% [ #R ] 254 | #R | 50%
Cubist 328 [ 14 [ 32,01 11 [[31.84] 9 [[31.05] 6 | 30,14 5
RT 3433 | 26 [ 34,54 | 17 3424 ] 15 || 3416 | 11 [[ 3287 | 5
M5 34,50 [ 22 [ 3335 15 |[32.90 13 [ 3240 8 | 21,80 | 2
[ 3 Algoritmos [ 3386 ] 5 [[3386] 5 [3386| 5 [ 3378 3 [3160] 2
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Tabela 7.13: Resultados para a base de dados Servo com
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Figura 7.6: Graficos da base de dados Servo.

10-fold cross-validation.

CcoV MAD
| Unico | #R || 0% [#R | 8% [ 10% | 25% | 50% [ 5% | 10% | 25% | 50%
Cubist | 0,37 8 ([032] 79 | 0,26 | 0,37 | 0,40 | 0,37 | 0,30 | 0,34 | 0,30 | 0,57
RT 0,68 3 |/0,60| 28 [[0,43 0,43 | 1,26 1,09 | 0,46 | 0.42 [ 0,28 [ 1,28
M3 0,40 9 |[056| 69 || 054|050 | 0,32 0,89 | 0,44 | 0,40 | 0,40 | 0,90

Tabela 7.14: Resultados para a base de dados Servo integrando os 3 algoritimos.

CoVv I MAD
0% [ #R || 5% | 10% | 25% | 50% || 5% [ 10% | 25% | 50%
040] 20 [[0,42]0,41]0,40 | 0,89 |[ 0,39 [ 0,39 | 0,30 | 0,70

Tabela 7.15: Resultados da intersecgdo para a base de dados Servo.

o% | #R || 5% | #R || 10% | #R || 25% | #R || 50% | #R
Cubist 032 79 [|026] 21 |[0,44] 18 [[0,35[ 12 |[1,30 2
RT 060 28 [[036] 7 Jlo3s| 7 [[141| 3 [[1,21 | 1
M5 056 | 69 || 1,50 | 24 [ 030 23 || 0,40 | 16 | 1,28 | 8

3 Algoritmos | 0,40 | 20 [ 0,41 | 13 | 038 [ 11 [[030| 8 [ 1,25 3 |

1

43
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Tabela 7.13: Resultados para a base de dados Servo com
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Figura 7.6: Graficos da base de dados Servo.

10-fold cross-validation.

CcoV MAD
| Unico | #R || 0% [#R | 8% [ 10% | 25% | 50% [ 5% | 10% | 25% | 50%
Cubist | 0,37 8 1032 79 | 026037 |0,40(0,37| 0,30 | 0,34 | 0,30 | 0,57
RT 0,68 3 (060 28 || 0,43 0,43 (1,26 1,09 0,46 | 0,42 | 0,28 [ 1,28
M3 0,40 9 |[056| 69 || 0,54 |0,50|0,32]0,89 | 0,44 | 0,40 | 0,40 | 0,90

Tabela 7.14: Resultados para a base de dados Servo integrando os 3 algoritimos.

Cov I MAD
0% [#R || 5% | 10% | 25% | 50% || 5% [ 10% | 25% 0%
0,40] 20 [[0,42 0,41 ]0,40 | 0,89 [[ 0,39 [ 0,39 | 0,30 | 0,70

Tabela 7.15: Resultados da intersecgdo para a base de dados Servo.

o% [#R 5% [#R ] 10% [ #R | 25% | #R || 50%
Cubist 032 79 [|o26] 21 [[o0,44] 18 [[035] 12 || 1,30 2
RT 060 28 o036 7 Jlode| 7 [[141] 3 1,21 ] 1
M5 0,56 | 69 || 1,50 24 || 030] 23 [|0,40] 16 || 1,28 | 8

3 Algoritmos | 0,40 | 20 [ 0,41 | 13 | 038 | 11 [[030| 8 [ 1,25 3 |




Delta Ailerons
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Figura 7.8: Gréficos da base de dados Delta Ailerons.

Tabela 7.19: Resultados para a base de dados Delta Ailerons com 10-fold cress-vahdation.

COV MAD

Unico AR [ #I A 10% 257 50%, 5% 10% 254 BO%

Cubist | 0,00025 1 0.00025 10 0000256 ]70,00025 | 0.00025 | 0,00025 0,00025 | ©,00025 | 0,00025 | 0,00025
RT 0,00010 175 0.00012 1274 0,00010 [ 0.00010 | ©,00010 | 0,00020 0,00020 | 0,00020 [ 0,00026 | 0,00020
M5 0,00012 58 0.00012 534 0.00010 [ 0,00010 | ©,00010 | ©0,00010 00014 | 0,00014 | 0,00015 [ 0,00019

Tabela 7.20: Resultados para a base de dados Delta Ailerons integrando os 3 algoritmos.

Ccov MAD
0% #R 5% 10% 25% 50% 5% 10% 25% 50%
0,00010 | 234 |[ 0,00010 | 0,00010 | 0,00010 | 0,00020 || 0,00016 | 0,00016 | 0,00017 | 0,00019

Tabela 7.21: Resultados da intersecgio para a base de dados Delta Ailerons.

0% #R 5% #R 10% #R 25% #R 50% #R

Cubist 0,00025 10 0,00025 | 1 0,00025 1 0,00025 1 0,00025 i
RT 0,00012 | 1274 || 0,00020 | 20 | 0,00020 | 20 | 0,00020 | 20 || 0,00025 | 12
M5 0,00012 | 534 || 0,00014 | 21 | 0,00015 | 19 | 0,00016 { 15 |( 0,00024 | 7

[3 Algoritmos [ 000010 | 234 [[ 0,00017 | 24 | 0,00017 | 22 ][ 0,00022 | 15 || 0,00022 | 8§ |
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7.4 Avaliagdo Experimental Utilizando Selecdo das Melhores Re-

gras

Nesta secao € descrito o trabalho realizado durante os trés meses de estdgio realizado
no exterior.

O estagio no exterior foi realizado durante o periodo de 10/09/2002 & 10/12/2002 e
visou um aprimoramento do conhecimento da bolsista, bem como uma aquisi¢ao de novas
técnicas, algoritmos e conhecimentos utilizados por outros grupos que desenvolvem pes-
quisas nessa area ou em areas a fim. Assim, esse estigio contribuiu de forma a enriquecer
o trabalho de doutorado realizado pela aluna, bem como o contato com um novo grupo
de pesquisadores.

Para realizar as implementagdes foi estudada e utilizada a ferramenta R que é voltada
para Mineracéo de Dados. R é um ambiente estatistico e gréfico gratuito. Sua capacidade
e o grande conjunto de pacotes disponiveis torna essa ferramenta uma excelente alternativa

para as ferramentas de Mineragdo de Dados existentes e, geralmente, caras.

R é visto como um dialeto da linguagem S (desenvolvida pela AT&T) que premiou John
Chambers com o 1998 Association for Computing Machinery (ACM) Software Award.
Ele mencionou que esta linguagem “ira alterar para sempre como as pessoas analisam,

visualizam e manipulam dados”.

R pode ser bastante 0til apenas usando sua parte interativa. Além disso, usos mais
avancados do sistema, levard o usuario a desenvolver suas préprias fungdes para sistemati-
zar as tarefas repetitivas, ou até mesmo para adicionar ou alterar algumas funcionalidades

dos pacotes existentes, tirando proveito de ser um cédigo aberto.

Mais informagéo sobre a ferramenta R pode ser obtida em http: //www.r-project.org/
ou em http://www.liacc.up.pt/ ltorgo/DataMiningWithR/, livro que esta sendo es-
crito pelo Prof. Dr. Luis Fernando Rainho Alves Torgo, supervisor da bolsista durante

estagio no exterior.

O objetivo deste trabalho foi a integragao do conhecimento para problemas de regressao
visando explorar as vantagens de se possuir vérias fontes de conhecimento. Com isso,
pretende-se obter um ganho em precisao e nio obter perda de interpretabilidade.

Para que essa verificacao fosse viavel, foi implementado um algoritmo para integracao
de conhecimento utilizando a ferramenta R e avaliado o método em diferentes bases de
dados, a fim de comparar os resultados com outras abordagens de modelos muiltiplos,
como o bagging.
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7.4.1 Descricdo dos Experimentos

Nestes experimentos a integracio foi realizada com 10-fold cross-validation e utilizando-
se um algoritmo que gera arvores de regressio da ferramenta R. Todas as arvores foram
transformadas em regras e agrupadas em um tinico conjunto de regras. As melhores regras
foram selecionadas baseado na medida de erro MAD e em uma medida de especificidade,
que verifica quantos exemplos sdo cobertos por aquela regra e nenhuma outra regra. A
fungdo utilizada para a escolha da melhor regra é apresentada na Equacio 7.2.

Maa(MAD) - MAD
Maz(MAD) - Min(MAD)

f(MAD, especif) = warap X (1—wprap) x especif (7.2)

Na Figura 7.9 pode ser observado cada execugao do 10-fold cross-validation, sendo que

esse procedimento foi realizado em cinco iteragbes, a fim de verificar a média.

Figura 7.9: Esquema da metodologia utilizando a selegio das melhores regras.

7.4.2 Kesultados

A fim de se realizar uma comparagio, foram realizados quatro tipos de estratégias:
duas utilizando o método de combinagio de regressores bagging, porém com pardmetros
diferentes, a terceira utilizando a técnica de integracao descrita e a tiltima executando-se o
algoritmo de regressio apenas uma vez. Ressalta-se que a integragio foi realizada com as
regras geradas pelo segundo bagging (o0 Bagging2 mostrado nas tabelas). Nas Tabelas 7.22
e 7.23 sdo apresentados os resultados encontrados em dez bases de dados distintas. O erro
foi medido utilizando a medida RMSE (Equagao 5.22) e o niimero de regras.
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Tabela 7.22: Resultados para as bases de dados Servo, Auto-MPG, Housing, Abalone e
Elevators.

| Servo Auto-MPG Housing Abalone Elevators
Erro Erro #H Erro #R Erro #R trro #R
Baggingl 0,2008 120,38 | 0,1354 | 292,84 | 0,1778 | 388,44 { 0,4577 | 3170,9 0,3787 7203,2
+0,17 | £313 | +£005| +£47 | £0,00 | £58 | £003 | 152 | +0,02 | £23,8
Bagging2 0,2188 | 42,7 | 0,1616 | 82,8 | 0,2043 | 88,24 | 0,6005 | 110,26 | 0,4220 | 73,68
+ 0,17 + 1,9 + 0,05 + 3,8 + 0,11 + 3,9 + 0,03 + 4,2 + 0,01 +1,9
Integragao 0,2738 17,06 0,1928 39,36 0,2423 30,54 0,5308 76,84 0,4287 35,5
+ 0,22 + 8,3 £0,07 | £113 | £0,11 | £122 | £0,04 | £148 | £ 0,01 | £11,5
Madelo Unico | 0,3091 —_ 0,2099 _— 0,2735 —_ 0,5600 —_ 0,4408 -
+ 0,19 + 0,08 + 0,12 + 0,04 + 0,01

Tabela 7.23: Resultados para as bases de dados Computer Activity, Kinematics, Pole, Aile-
rons e Census.

Computer Activity Kinematics Pole Ailerons Census
Brro #R Erro Erro Erro Erro #R
Baggingl 0,0274 5779,1 0,3301 6162 0,0171 3049,7 | 0,1687 10368 0,3857 15858
+ 0,01 + 21,5 +001 | £21,1 | 0002 | £29,1 | £ 0,001 { £308 | £0,02 | £ 449
Bagging? | 0,0128 | 50,06 | 0,6313 | 80,84 | 0,1140 | 77,38 | 0,318 | 97,64 | 0,5660 | 133,48
+001 ]| £023 { 002 )] +48 | £001 | £2,7 | £002 | £23 | £003 | 52
Integragio 0,0792 22,96 0,6279 53,88 0,1180 46,4 0,3297 62,92 0,6037 87,46
+ 0,01 + 6,9 +002{£121 ]| +0,01 | £8,7 | £0,02 +19 £ 0,03 | £252
Modelo Unico | 0,0826 — 0,6690 —_- 0,1351 —_— 0,3475 —— 0,6214 —_—
+ 0,02 + 0,02 + 0,01 + 0,02 + 0,03

Os resultados obtidos para esta estratégia de integracio mostrou um comprometi-
mento entre a precisdo e a interpretabilidade. Tais modelos foram mais precisos que o
modelo tinico mas néo tao interpretdveis, e menos precisos que o método bagging mas
mais interpretaveis.

Mais experimentos com diferentes métodos e parametros para a integragao devem ser
explorados com o objetivo de melhorar a preciséo.

7.5 Consideracbes Finais

Entre os tdpicos de Data Mining que tém recebido grande atencao por diversos pes-
quisadores esta a integragao do conhecimento obtido a partir de um ou mais preditores,
considerando ainda a qualidade e desempenho desse conhecimento, além de sua robustez,
consisténcia e interpretabilidade. Esse processo vem sendo estudado com mais énfase na

forma como a integragio ocorre, e com menos atengao no conhecimento integrado.

O processo de integracéo de conhecimento consiste em juntar diferentes conhecimentos,
gerados a partir de amostras diferentes da mesma base de dados, em uma tinica base de
conhecimento, que seja mais completa que cada uma das bases em separado e mantenha a
consisténcia. Isso envolve determinar como o conhecimento proveniente de diversas fontes

interage e como o conhecimento deve ser modificado para acomodar novos conhecimentos.

Para avaliar o conhecimento gerado tanto de regressores simples quanto por meio da
integracdo de conhecimento, foram considerados o desempenho e a qualidade do conheci-
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mento obtido, utilizando-se como conjunto de treinamento diferentes amostras da mesma
base de dados, sendo que todas elas podem ser submetidas ao mesmo algoritmo de apren-
dizado ou cada uma delas a um algoritmo diferente. Devido ao grande niimerc de padroes,

é dificil para o usudrio compreendé-los e identificar quais sao interessantes.

Os experimentos foram realizados com varias bases de dados retiradas principalmente
do repositério de dados da UCI e trés algoritmos. Os resultados obtidos sdo animadores e
mostram que a abordagem por nés proposta para integrar regras de regressao é promissora.
Em todos os casos, quando as regras sao integradas em um conjunto de regras tnico, os

erros sS40 menores que uma tnica execugao do algoritmo.

Para a definicio da estratégia de eliminacdo de regra, levou-se em consideragao as
medidas MAD e cobertura para regras de regressdo. Nossa contribuigao é que a abordagem
proposta, como uma maneira de integrar regras em um conjunto de regras final, melhora
em varios casos a precisao. Além disso, pode-se aumentar a compreensibilidade do modelo

eliminando as piores regras.
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Capitulo

Conclusoes

grande quantidade de dados que pode ser armazenada nos dias de hoje & um

custo relativamente baixo e a necessidade das empresas de extrair conhecimento

a partir de suas bases de dados impulsionaram o processo de Mineragao de
Dados, responsavel por identificar padroes ou modelos cmbutidos em grandes conjuntos
de dados. O processo de Mineragao de Dados possui duas grandes atividades: a predigio
e a descricao. A predicao, por sua vez, apresenta dois tipos de prohlemas, que sao a
classificacao e a regressao. A regressdao tem como objetivo encontrar uma relacao entre
um conjunto de atributos de entrada ¢ um atributo-meta que seja continuo. No entanto,
a maijoria das pesquisas realizadas nas dreas de Aprendizado de Maquina e Mineracéo de
Dados sao voltadas para os problemas de classificacao, que sao mais encontrados na vida
real do que os problemas de regressao. Porém, como muitos problemas sao de regressao,

¢ importante também estudar métodos para a exploragiio de tarefas desse tipo.

O pés-processamento do conhecimento do processo de Mineragao de Dados pode ser
realizado de acordo comn diversos objetivos. Este trabalbo de doutorado explorou o pos-
processamento de regras de regressao. Dentre as atividades de pds-processamento esta
a integragdo de conhecimento obtido de diversas amostras e/ou diferentes métodos uti-
lizando métricas de desempenho e cobertura que possam ser usadas para verificar quao
bom ¢ o conhecimento. Para isso, foram utilizadas medidas de avaliagao de regras de
regressao, que também € uma atividade de pds-processamento. Dentre essas medidas, va-
rias delas sdo derivadas da matriz de contingéncia, sendo proposta nesta tese estratégias
para o célculo da mesma. QOutra forma de se realizar pds-processamento é por meio da

combinacio de regressores. que visa uma melhora na precisao do modelo.
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Visando auxiliar na construgfio de um modelo de regressio simbélico e o pés-processa-
mento do mesmo, foi proposto e desenvolvido o Ambiente REPPE. Esse ambiente oferece
suporte ao pds-processamento de regras de regressao, e foi implementado de acordo com
as especificagGes do DISCOVER, apresentadas na Secao 4.1.2, que é um ambiente de maior
porte para apoiar todas as etapas do processo de Mineragio de Dados.

Dentre as funcionalidades que 0 Ambiente REPPE disponibiliza estio:

o definicdo da sintaxe padrido para regras de regressdo e de conversores, visando a
conversdo das saidas dos algoritmos de regressio para uma sintaxe padrio do Dis-
COVER;

e proposta de estratégias para calcular os valores da matriz de contingéncia para
regras de regressao, o que torna possivel a utilizagao de diversas medidas que sao

nela baseadas;

e avaliagfo de regras de regressao por meio do célculo de diferentes medidas, tanto as
derivadas da matriz de contingéncia quanto as nio derivadas, e a possibilidade de
realizago de um tratamento semantico de modo a melhorar a compreensibilidade

das regras;

¢ combinacéo de regressores homogeéneos e heterogéneos com o objetivo de aumentar

a precisdo dos resultados;

e integracao de regras de regressio provenientes de diferentes amostras e diferentes
algoritmos em uma base de conhecimento inica, visando a diminuigido do erro do

regressor final;

¢ selegdo das melhores regras de regressao, apds a integragéo de regras, ou poda das
piores regras com o objetivo de melhorar tanto a precisio quanto a compreensibili-

dade do modelo gerado.

8.1 ContribuicGes desta Tese

O desenvolvimento do Ambiente REPPE objetivou o pds-processamento de regras de
regressao com o apoio de mdédulos com funcionalidades especificas voltadas para: ava-
liacdo da qualidade do conhecimento obtido, aumento do desempenho, obtengdo de uma
1nica base de conhecimento sem perder a interpretabilidade da mesma, e geracio de mo-
delos que viabilizem a resposta para um exemplo desconhecido. O conhecimento extraido

pode ser obtido por meio de diversas maneiras, como: amostras variadas do conjunto de
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treinamento e um dnico algoritmo de aprendizado, diversas amostras do conjunto de trei-
namento e distintos algoritmos de aprendizado, uma amostra do conjunto de treinamento

e diferentes algoritmos de aprendizado.

Para a avaliagio de regras uma série de medidas podem ser utilizadas. Muitas de-
las baseadas nos valores da matriz de contingéncia. Uma das principais contribuigdes
dessa tese refere-se a proposta, implementagéo e validagéo de trés diferentes estratégias
para calculo da matriz de contingéncia para regras de regressao. Dentre essas estratégias,
duas foram adaptagGes de propostas existentes para resolver outros problemas como o
uso de pseudo-classe, que foi proposta por (Weiss & Indurkhya, 1995} com a finalidade
de transformar um problema de regressao em classificagio por meio da discretizagfio do
atributo meta, e nesta tese foi adaptada para calcular valores da matriz de contingéncia.
Também nessa linha foram utilizados métodos de discretizagao disponiveis no MineSet™T#,
e a estratégia por nés criada que utiliza um ajustamento a fim de encontrar um limiar
entre o valor real e o valor predito. Ressalta-se que a estratégia por nds desenvolvida
obteve o melhor comportamento nos experimentos realizados e que foram apresentados
no Capitulo 5. Com a viabilizagdo do cdlculo da matriz de contingéncia, todas as medi-
das derivadas dessa matriz foram disponibilizadas para regras de regressido no Ambiente
REPPE e no DISCOVER.

Com relagéo a melhora de precisédo dos regressores foram implementados os métodos
de bagging e boosting para problemas de regressdo. A principal contribuicdo, desta tese,
nesse aspecto refere-se ao boosting uma vez que a sua implementagio necessita verificar se
a predigdo do modelo para um exemplo estd correta ou ndo. Porém, essa verificagdio nao é
trivial quando se trabalha com problemas de regressdo. Para implementar a combinagio
de regressores homogéneos usando boosting foi utilizada a estratégia de ajustamento para
verificar se o exemplo é corretamente coberto pela regra, apresentada no Capitulo 5. Adi-
cionalmente, utilizou-se 0 método da roleta para a selecao dos exemplos que fariam parte
do préximo conjunto de dados, uma vez que o peso de cada exemplo era diferente. Com a
avaliagio experimental pode-se confirmar que a combinagio de regressores pode aumen-
tar a precisdo do conhecimento extraido quando comparada a um tnico regressor, porém
perde-se a interpretabilidade da resposta. A descrigio dos métodos e dos experimentos
foi apresentada no Capitulo 6.

Uma outra contribuigdo desta tese é a integragdo de conhecimento que foi apresentada
no Capitulo 7. O processo de integragio de conhecimento consiste em unir diferentes
conhecimentos, gerados a partir de virias amostras da mesma base de dados, em uma iinica
base de conhecimento, que seja mais completa que cada uma das bases individuais. A

metodologia que viabiliza a integragio de regras de regresséo foi apresentada na Figura 7.1.

A integragéo de conhecimento aqui proposta elimina as piores regras considerando duas
medidas. Uma refere-se a uma medida de cobertura, que fol por nés definida, baseada
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na matriz de contingéncia e a outra utiliza a medida de erro MAD que é uma medida ja
consagrada em avaliagio de precis@o em regressdo. Os resultados obtidos sdo animadores
e mostram que as abordagens definidas séo promissoras. Além disso, pode-se aumentar a
compreensibilidade do modelo por meio da poda das piores regras.

Observa-se que essa integragiao também é um alternativa para a melhora da precisao
de regressores, como é a combinagdo de regressores, com a vantagem de ndo perder a
interpretabilidade dos resultados.

Ressalta-se também como contribui¢ao dessa tese, que o Ambiente REPPE vem incre-
mentar a potencialidade do DISCOVER no tratamento de problemas de regressdo. Para
isso foi definida a sintaxe padrio para representar regras de regresséo, e foram implemen-
tados os conversores de dados da sintaxe padrido de dados para o formato de dados dos
algoritmos, ¢ os conversores da salda desses algoritmos para a sintaxe padrao de regras de
regressao. O Ambiente X'z:#2+'L auxilia na preparacéo dos dados para a construgao de um
regressor simbélico ¢ no pés-processamento do conhecimento obtidos desses regressores,
que inclui um tratamento semAntico das regras aumentando, assim, a compreensibilidade
do regressor final. Além disso, disponibiliza um tratamento seméntico para regras de
regressdo, que é muito importante especialmente para as regras que sao originalmente

convertidas de uma Arvore de regressao.

8.2 Trabalhos Futuros

A seguir séo apresentadas algumas propostas de trabalhos futuros que visam comple-

mentar, incrementar e dar sequencia a esta tese:

o validacdo da proposta de construgBo da matriz de contingéncia para regras de re-
gressio por meio da utilizagio de outras bases de dados focando em caracteristicas

diferentes;

e anilise de outras métricas para integracio e poda a serem incorporadas na metodo-
logia ZRR do Ambiente REPPE, verificando-se o seu comportamento;

¢ implementagio de conversores para apoiar a adi¢do de novos algoritmos de regres-
s30 a serem utilizados para os diferentes médulos do Ambiente REPPE no pos-

processamento;

o realizagio de experimentos utilizando outros conjuntos de dados para melhor vali-
dagio dos médulos do Ambiente REPPE;

o utilizacio da poda de regras proposta na metodologia ZRR, para um tinico regres-

sor, sem integracio, de modo a deixar o mfnimo de regras para anélise do usuario
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final;

disponibilizagdo, na metodologia ZRR, de mecanismos para apoiar o usuério no
momento de verificar se o conhecimento pode se tornar inconsistente ou invalido

com a integracdo de conhecimento;
realizacao de poda de regras baseada no interesse do usuério final;
selecdo de regras de regressdao apoiada por um especialista do dominio;

avaliagio da compreensibilidade de regras de regresséo com apoio de ferramenta para
visualizagdo de conhecimento, incrementando assim o Ambiente REPPE com um
framework de técnicas de Mineragdo Visual de Dados para apoiar na interpretacio
do conhecimento.
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