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Resumo

OLIVEIRA, W. D. Operacao de Busca Exata aos k-Vizinhos mais Proximos
Reversos. 2010. 107f. Dissertagao (Mestrado) - Instituto de Ciéncias Mateméticas e de

Computacao, Universidade de Sao Paulo, Sao Paulo, 2010.

A complexidade dos dados armazenados em grandes bases de dados aumenta cada vez
mais, criando a necessidade de novas operagoes de consulta. Uma classe de operagoes que
tem apresentado interesse crescente sao as chamadas Consultas por Similaridade, sendo
as mais conhecidas as consultas por Abrangéncia (R,) e por k-Vizinhos mais Préximos
(kN N), sendo que esta tltima obtém quais sao os k elementos armazenados mais similares
a um dado elemento de referéncia. Outra consulta que é interessante tanto para consul-
tas diretas quanto como parte de operacoes de analises mais complexas é a operagao de
consulta aos k-Vizinhos mais Préximos Reversos (RENN). Seu objetivo é obter todos
os elementos armazenados que tém um dado elemento de referéncia como um dos seus k
elementos mais similares. Devido a complexidade de execucao da operagao de RENN,
a grande maioria das solucoes existentes restringem-se a dados representados em espagos
multidimensionais euclidianos (nos quais estdo definidas também operagoes cardinais e
topoldgicas, além de se considerar a similaridade como sendo a distancia Euclidiana entre
dois elementos), ou entdo obtém apenas respostas aproximadas, sujeitas a existéncia de
falsos negativos. Varias aplicacoes de andlise de dados cientificos, médicos, de engenha-
ria, financeiros, etc. requerem solucoes eficientes para o problema da operacao de REN N
sobre dados representados em espacos métricos, onde os elementos nao podem ser consi-
derados estar em um espaco nem Euclidiano nem multidimensional. Num espago métrico,
além dos préprios elementos armazenados existe apenas uma funcao de comparagao mé-
trica entre pares de objetos. Neste trabalho, sao propostas novas podas de espaco de
busca e o algoritmo REN N-MG que utiliza essas novas podas para solucionar o problema
de consultas REN N exatas em espacos métricos sem limitagoes. Toda a proposta supoe

que o conjunto de dados estd em um espago métrico imerso isometricamente em espaco

xx1



euclidiano e utiliza propriedades da geometria métrica valida neste espaco para realizar
podas eficientes por lei dos cossenos combinada com as podas tradicionais por desigual-
dade triangular. Os experimentos demonstram comparativamente que as novas podas sao
mais eficientes que as tradicionais podas por desigualdade triangular, tendo desempenhos
equivalente quando comparadas em conjuntos de alta dimensionalidade ou com dimensao
fractal alta. Assim, os resultados confirmam as novas podas propostas como solucoes

alternativas eficientes para o problema de consultas RENN.

Palavras-chaves: Vizinhos Mais Préoximos Reversos. Consultas por Similaridade.
RENN. Espaco Métrico. Indexacao.
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Abstract

OLIVEIRA, W. D. Answering Exact Reverse k-Nerarest Neighbors Queries in
Metric Spaces. 2010. 107f. Dissertagao (Mestrado) - Instituto de Ciéncias Matematicas

e de Computacao, Universidade de Sao Paulo, Sao Paulo, 2010.

Data stored in large databases present an ever increasing complexity, pressing for
the development of new classes of query operators. One such class, which is enticing
an increasing interest, is the so-called Similarity Queries, where the most common are
the similarity range queries (R,) and the k-nearest neighbor queries (kNN). A k-nearest
neighbor query aims at retrieving the k stored elements nearer (or more similar) to a given
reference element. Another important similarity query is the reverse k-nearest neighbor
(RENN), useful both for queries posed directly by the analyst and for queries that are
part of more complex analysis processes. The objective of a reverse k-nearest neighbor
queries is obtaining the stored elements that has the query reference element as one of
their k-nearest neighbors. As the RkN N operation is a rather expensive operation, from
the computational standpoint, most existing solutions only solve the query when applied
over Euclidean multidimensional spaces (as these spaces also define cardinal and topo-
logical operations besides the Euclidean distance between pairs of elements) or retrieve
only approximate answers, where false negatives can occur. Several applications, like the
analysis of scientific, medical, engineering or financial data, require efficient and exact
answers for the RENN queries over data which is frequently represented in metric spa-
ces, that is where no other property besides the similarity measure exists. Therefore, for
applications handling metrical data, the assumption of Euclidean metric or even multidi-
mensional data cannot be used. In this work, we propose new pruning rules based on the
law of cosines, and the RENN-MG algorithm, which uses them to solve RENN queries
in a way that is exact, faster than the existing approaches, that is not limited for any
value of k, and that can be applied both over static and over dynamic datasets. The

new pruning rules assume that the data set is in a metric space that can be embedded

xxiii



into an Euclidean space and use metric geometry properties valid in this space to perform
effective pruning based on the law of cosines combined with the traditional pruning based
on the triangle inequality property. The experiments show that the new pruning rules
are alkways more efficient than the traditional pruning rules based solely on the triangle
inequality. The experiments show that for high high dimensionality datasets, or for metric
datasets with high fractal dimensionality, the performance improvement is smaller than
for for lower dimensioinality datasets, but it’s never worse. Thus, the results confirm that

the our pruning rules are efficient alternative to solve RkN Nqueries in general.

Keywords: Reverse k-nearest neighbor. Similarity query. RENN. Metric space.
Access Method.
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Introducao

Os sistemas de gerenciamento de banco de dados (SGBDs) foram criados para armazenar
e recuperar grandes volumes de dados, garantindo que possam ser recuperados de maneira
eficiente, sempre fornecendo respostas precisas as consultas. Por muito tempo, estes sis-
temas trataram apenas consultas envolvendo ntmeros e pequenas cadeias de caracteres.
No entanto, com a continua evolucao da computacao, dados mais complexos passaram a
ser armazenados e sua organizacao em bases de dados passou a ser um objetivo impor-
tante. Dentre os dados complexos que sao armazenados atualmente estao, por exemplo:
dados multimidia (como imagens, dudio e video), informagoes geo-referenciadas (como

coordenadas geograficas), séries temporais e sequéncias de proteinas.

Para realizar consultas sobre dados complexos, a comparacao de elementos baseada
em igualdade (= e #) tem pouca utilidade pratica, pois a existéncia de dois elementos
exatamente iguais é muito rara. As operagoes de comparagao relacionais (baseadas na
precedéncia entre qualquer par de elementos, usualmente expressas pelos simbolos <, <,
> e >), geralmente também nao sao aplicaveis, pois os dados complexos sdo usualmente
representados em dominios que nao atendem a propriedade da relacao de ordem total.
Decorrente dessa situagao, as operacoes de comparacao usadas entre elementos em con-
juntos de dados complexos sao geralmente baseadas em similaridade. As consultas por
similaridade retornam os elementos mais semelhantes ao elemento de referéncia da con-
sulta, sendo que as operacoes de consultas por similaridade mais conhecidas sao a consulta
por abrangéncia (R,) e a consulta por k-vizinhos mais préximos (k/NN), sendo que esta
ultima obtém quais sao os k elementos armazenados mais similares a um dado elemento

de referéncia.
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26 Capitulo 1. Introducao

Outra consulta por similaridade interessante tanto para consultas diretas quanto como
parte de operacoes de andlises mais complexas é a consulta aos k-vizinhos mais proximos
reversos (RkENN). Seu objetivo é obter todos os elementos armazenados que tém um

dado elemento de referéncia como um dos seus k elementos mais similares.

1.1 Motivacao

Admitindo que seja n o nimero de elementos no conjunto de dados, uma solucao simples
para o algoritmo da operagiao RENN tem complexidade O(n?). Devido & essa complexi-
dade, a maioria das solugoes existentes restringem-se a trabalhar com dados representados
em espacos multidimensionais euclidianos, nos quais sao definidas também operacoes car-
dinais e topoldgicas. As solugoes nesses espacos normalmente consideram a dissimilaridade
como sendo a distancia euclidiana entre dois elementos ou obtém apenas respostas apro-
ximadas, sujeitas a existéncia de falsos positivos. Poucas sao as solugoes para espacos
métricos, nos quais existem apenas os elementos armazenados e uma funcao de compara-
¢ao entre os pares de elementos. Além disso, essas solugoes possuem restricoes quanto ao
limite superior do parametro k£ ou apresentam resultados aproximados.

No entanto, varias aplicacoes de andlise de dados cientificos, médicos, de engenharia,
financeiros, dentre outras, requerem solucoes eficientes para o problema da operacao de
REN N sobre dados representados em espacos métricos, no qual os elementos nao podem
ser considerados estar em um espaco nem euclidiano nem multidimensional. A seguir, sao
apresentados algumas aplicagoes que motivam o desenvolvimento de trabalhos sobre essa

consulta:

Biologia molecular: Sempre que novas sequéncias biolégicas sao descobertas, ha a ne-
cessidade de testa-las com relacao ao interesse e originalidade. Com uma nova
sequéncia, consultas RkNN podem ser aplicadas nas grandes bases de sequéncias
que armazenam sequéncias de moléculas bioldgicas com funcao conhecida. Os re-
sultados dessas consultas sao utilizados para verificar a originalidade desta nova
sequéncia (Achtert et al, 2007).

Sistemas de apoio a decisao: Tome-se como exemplo uma rede de farmacias que de-
seja avaliar um local para abrir um novo estabelecimento. Dadas varias possibili-
dades, a estratégia é escolher a area que pode atrair o maior numero de clientes. A
consulta REN N em uma base de dados de habitantes do municipio retorna um con-
junto de pessoas que tem a nova farméacia como a mais proxima deles, sendo entao

potenciais clientes do estabelecimento comercial (Korn e Muthukrishnan, 2000).

Deteccao de agrupamentos e anomalias: O exemplo da figura 1.1 é apresentado
usando um espaco euclidiano bidimensional, pois sua visualizacao em espacos mé-

tricos é dificil, porém sua discussao continua véalida para espacos métricos em geral.



1.2 Objetivos do trabalho 27

Pontos em dois grupos na parte superior da figura sao muito préoximos um do outro,
enquanto que as distancias entre os elementos do agrupamento na parte inferior sao
relativamente grandes. Como sugerido por Nanopoulos et al (2001), a escolha de
um valor apropriado de k possibilita encontrar pontos que nao téem nenhum REN N,
sendo denominado anomalias (um elemento que nao pertence a nenhum agrupa-

mento). Por exemplo, para k = 3, pontos s; e sy sdo anomalias na figura 1.1 (Tao

et al, 2006).
%00 o
. ° ‘..:.:...o
1
e 00
o.':o:
®5S)
[} ° [ ]
o 00
* .. ® ..
o e ° Agrupamentos

Figura 1.1: Conjunto de dados com trés agrupamentos e duas anomalias

1.2 Objetivos do trabalho

Essa dissertacao propoe uma nova abordagem para obter a resposta exata de operagoes
de consultas aos k-vizinhos mais proximos reversos em espagos métricos, utilizando mé-
todos de acesso métricos (MAMSs) para realizar podas no espago de busca e permitam
uma execucao eficiente. Especificamente, assumindo-se que o espaco métrico é imerso
isometricamente em um espaco euclidiano, sao propostas novas estratégias de podas que
utilizam propriedades geométricas validas neste espaco e obtém podas mais eficientes do

espaco.

1.3 Organizacao do documento

Além deste capitulo introdutério, esta dissertacao é organizada em mais cinco capitulos:

Capitulo 2 Conceitua espago métrico e espago multidimensional. Ainda neste capitulo
sao apresentadas as métricas, as consultas por similaridade mais importantes e os
métodos de acesso relevantes na literatura, sendo enfatizados os métodos de acesso

métrico.

Capitulo 3 Contém os conceitos e os principais algoritmos ja desenvolvidos para a con-

sulta RENN.
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Capitulo 4 Apresenta a nova estratégia desenvolvida para a definicao de novas podas
utilizando lei dos cossenos e o pseudocddigo desenvolvido para demonstrar a efici-

éncia da consulta RkEN N utilizando essa nova estratégia.

Capitulo 5 Define o ambiente de testes utilizado para a avaliacao da abordagem pro-
posta e descreve os resultados dos experimentos realizados, comparando os resulta-
dos obtidos com a abordagem padrao de podas utilizando desigualdade triangular.
Em adicao, sao apresentados alguns experimentos demonstrando empiricamente as

vantagens da nova abordagem em relacao ao estado da arte em consultas RENN.

Capitulo 6 Conclui a dissertagao, apresentando as contribuicoes e as sugestoes de tra-

balhos futuros.



2

Conceitos fundamentais

2.1 Consideracoes iniciais

Consultas por similaridade sao operacgoes importantes para aplicacoes em bases de dados
que envolvem elementos complexos. Por definicao, uma consulta por similaridade busca os
elementos de um conjunto de dados que sejam similares a um elemento dado na consulta,
baseando-se numa medida de comparacao.

Nesse capitulo é realizado um levantamento sobre consultas por similaridade em espa-
¢os métricos e sobre métodos de acesso espaciais e métricos. Inicia-se esse levantamento
com a conceituacao de espaco métrico e de um outro espaco usado com frequéncia, o
espaco multidimensional com funcao de distancia definida. A seguir, apresentam-se as
métricas mais importantes, as consultas por similaridade e descrevem-se os métodos de

acesso (MAs) mais relevantes na literatura, com enfase nos métodos de acesso métrico.

2.2 Espacos métricos

Um espago métrico M é representado por um par (S, d), onde S é o dominio de elementos
validosed: S x S — R" é uma funcao de distancia, chamada métrica, que atende as

seguintes condigoes (Chédvez et al, 2001; Copson, 1968):
1. Identidade: d(sy,s1) = 0;
2. Simetria: d(sy,s2) = d(s2,51);

3. Nao-negatividade: d(sq,s2) > 0 para qualquer s; # $o;

29



30 Capitulo 2. Conceitos fundamentais

4. Desigualdade triangular: d(si, sy) < d(s1,s3) + d(ss, $2);
V s1, S9, 83 € S.

Espacos métricos podem ser definidos sobre os dominios de espacos multidimensionais,
assim como sobre conjuntos de elementos adimensionais, desde que, para isto, seja definida
uma métrica adequada.

Intuitivamente, os elementos de um espago multidimensional de dimensao E > 1
podem ser vistos como pontos no espaco, onde a coordenada do ponto em cada dimensao
corresponde ao valor de um dos atributos do conjunto de dados. Trabalhos em espacos
multidimensionais tém, em sua grande maioria, explorado as propriedades geométricas
desses espacos, mas normalmente as técnicas produzidas por esses trabalhos nao podem
ser estendidas para espagos métricos, nos quais a tunica informagao disponivel é a distancia
entre os elementos.

Num SGBD, um conjunto de elementos S C S representa o conjunto de elemen-
tos indexados sobre o qual as consultas sao efetuadas. Esse conjunto é frequentemente

chamado a base de dados representada no espago métrico.

2.2.1 Meétricas

Uma métrica ou funcao de distancia d pode ser interpretada como uma fungao de célculo
de dissimilaridade entre pares de elementos do conjunto ao qual estd associada. Por
convencao, adota-se que quanto mais similares dois elementos sao entre si, menor o valor
dessa funcao. Consequentemente, valores maiores sao retornados para elementos muito
distintos. Dessa maneira, as operagoes de busca por similaridade tornam-se naturais
dentro de espacos métricos.

Em geral, as fungoes de distancia sao definidas para aplicacoes especificas ou para
dominios de aplicagoes. Por isso, normalmente, uma fungao de distancia é definida por
um especialista da aplicagao, porém a definicao dessa funcao nao se restringe a um tipo
de consulta que possa ser necessaria. Nessa secao, sao apresentados exemplos de métricas
relevantes que podem ser aplicadas a varios tipos de dados e que sao importantes para os
experimentos apresentados neste trabalho.

Contudo, antes de apresentar essas métricas, ha de distingui-las em dois grupos com

relac@o ao valor de retorno (contradominio):

e funcao de distancia discreta: o conjunto de valores de retorno da fungao é um

conjunto relativamente pequeno de valores;

e funcao de distancia continua: o conjunto de valores de retorno ¢é infinito ou

muito grande.
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A métrica de Levenshtein (descrita a seguir) aplicada em palavras de um diciondrio
¢ um exemplo de métrica discreta, enquanto que a métrica euclidiana é um exemplo de

métrica continua.

Métrica de Levenshtein

A métrica de Levenshtein (Levenshtein, 1966), conhecida também como L.g; ou distan-
cia de edicao, é comumente utilizada para avaliar a similaridade entre duas cadeias de
caracteres. A similaridade é calculada como o menor nimero de operacoes de edigoes ele-
mentares (inser¢oes, remogoes e substituigoes de caracteres) necessério para transformar
uma cadeia de caracteres ¢; numa outra cadeia co. Uma generalizacao dessa métrica al-
tera o calculo definindo custos diferentes para cada tipo de operacao de edicao elementar e
também permite definir custos diferentes para cada par de caracteres (Zezula et al, 2006).

Apesar dessa generalizacao alterar o resultado final do célculo da fungao de distancia,
uma caracteristica da métrica de Levenshtein e de suas derivacoes é que o menor valor do
calculo é zero e no maximo, em muitas linguas e dicionarios reais, dificilmente representa
um valor grande, ou seja, a capacidade de discriminacao oferecida pela métrica tende a

Ser pequena.

Métricas de Minkowski

As métricas de Minkowski (Beyer et al, 1999), conhecidas como L,, sdo empregadas em
espacos multidimensionais. Deste modo, é possivel utilizar distancias geométricas da
familia L, para comparar dados de dimensao fixa. Suponha-se que s; = {s1,, S1,, ..., S1, }
e So = {Sa,, S2,, .-, S2,, } sejam dois elementos de um espago multidimensional de dimensao

E. A familia de distancias L, é definida como:

E

Ly(s1,82) = () Is1, — s2,[")'/? (2.1)

=1

Os seguintes membros da familia L, sao bem conhecidos:

o Clity-Block: Li(s1,s2) = ZlEzl |s1, — So,

o Euclidiana: Ly(s1,52) = (3.0 |s1, — 52,|%)/?

o Chebychev: Ly (s1,52) = mazl |sy, — s,

A métrica Ly, também conhecida como City-Block, corresponde ao somatorio do mo-
dulo das diferencas entre as coordenadas. Nesse caso, o conjunto de pontos de mesma
distancia £ a partir de um centro forma um losango — Figura 2.1(a). A métrica Lo,
mais conhecida como distancia euclidiana, corresponde a funcao usual para distancia en-

tre vetores. O conjunto de pontos a mesma distancia de um centro segundo a distancia



32 Capitulo 2. Conceitos fundamentais

Ly forma uma circunferéncia — Figura 2.1(b). Calculando-se o limite da equacao 2.1
quando p tende ao infinito, obtém-se a métrica L., também conhecida como Chebychev
ou Linfinity, Na qual o conjunto de pontos a distancia de um centro forma um quadrado
— Figura 2.1(c). A figura 2.1(d) apresenta as formas geométricas em relacdo aos pontos

equidistantes a distancia { a partir do elemento central s, para esses trés membros.

/.
N\

N

(a) (b) () (d)

Figura 2.1: Representacao das formas geométricas geradas para as métricas Ly, Ly e L
para os pontos equidistantes a distancia ¢ a partir do elemento central s,

2.3 Consultas por similaridade

Os operadores de comparacao por similaridade se aplicam a muitos tipos de dados comple-
xo0s, desde que seja definida uma funcao de distancia que respeite as propriedades de uma
métrica. Por exemplo, sistemas de informacgoes geograficas (SIGs) adotam por definigao
a funcao de distancia euclidiana.

Assim, com a emergéncia do suporte de dados multimidia em SGBDs, operadores
de consulta baseados em comparacao por similaridade vém despertando muito interesse.
Um operador de consulta por similaridade recupera os elementos que atendem a um
determinado critério de dissimilaridade, expresso com referéncia a um elemento do dominio
de dados s, € S, chamado elemento central da consulta. Em geral, sao tratados pelo menos
dois critérios de selecao por similaridade: os que expressam as consultas por abrangéncia

e as consultas aos k vizinhos mais proximos.

2.3.1 Consulta por abrangéncia

Uma consulta por abrangéncia R,(s,, &) recebe como parametros o elemento central da
consulta s, e um grau de dissimilaridade maximo §. Sua execucao recupera todos os
elementos da base de dados que diferem do elemento central da consulta por no maximo
a dissimilaridade indicada por £. De modo formal, dado um sub-conjunto de dados S =
{51, 82, , 8, } contudo em S e uma fungao de distancia d, uma consulta por abrangéncia

centrada em um elemento de consulta s, € S e com uma distancia maxima &, retorna:
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RQ(quf) = {Si | S € 57 d(‘siwsq) < g}

A figura 2.2(a) mostra um exemplo de consulta por abrangéncia num espago bidimen-
sional com func¢ao de distancia euclidiana. Outro exemplo de consulta por abrangencia
em uma base de dados de sequéncias genéticas é “Selecione as sequéncias de DNA que

ifiram desta sequéncia s, dada por até ases purinicas’, represen m s .
d dest q dad te 5 b 7, representada como [2;(sq, 5

[ ] PY )
[ J
[ ] ) [ J
[
[ J [ o o
Sq [ ]
[
P [
[ J e [ ® [ J
¢ [
[ J [

(a) Consulta por abrangéncia com raio & b) Consulta aos k vizinhos mais préximos com
6

(
k=

Figura 2.2: Exemplos de consultas por similaridade sobre o elemento s, num espaco
bidimensional euclidiano

2.3.2 Consulta aos k-vizinhos mais préximos

A consulta aos k-vizinhos mais préximos kNN (s,, k) recebe como parametros o elemento
central da consulta s, e uma quantidade k. Sua execugao recupera os k elementos mais
similares ao elemento central da consulta. Formalmente, dado um sub-conjunto de dados
S = {s1,82,-+,8,} contido em S e uma fungao de distancia d, uma consulta aos k-
vizinhos mais préximos centrado em um elemento de consulta s, € S e, com um ntimero

de objetos a ser retornado igual a k, o retorno da busca é dado por:

ENN(sq, k) =A={sj|s; € S,Vs;, € S—A:d(sj,s,) < d(sj,si),| A|=k}

Um exemplo de consulta aos k-vizinhos mais proximos em uma base de dados de
sequencias genéticas é “Selecione as 3 proteinas mais semelhantes a esta proteina s, dada”,
representada por kNN (s,,3). A figura 2.2(b) ilustra uma consulta aos k-vizinhos mais

proximos em um dominio bidimensional empregando uma funcao de distancia euclidiana.
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2.3.3 Consulta aos k-vizinhos mais préximos reverso

As consultas por abrangéncia e por k vizinhos mais proximos sao sem duvidas as mais
comuns e podem ser consideradas elementares para compor o repertério de consultas por
similaridade. No entanto, outras consultas podem ser necessarias em determinadas situa-
¢oes e, embora possam ser definidas em funcao daquelas duas elementares, é importante
reconhecer outras operagoes de selecao por similaridade, importantes em determinadas
situacoes. Neste contexto, outra consulta por similaridade importante é a consulta aos
k-vizinhos mais préximos reversos, representada como RkNN (s, k). Ela recebe como pa-
rametros o elemento central da consulta s, e uma quantidade £, e recupera os elementos
do conjunto que tém o elemento central da consulta como um de seus k vizinhos mais
proximos. Como exemplo desta consulta em uma base de dados de sequéncias genéticas,
pode-se solicitar “Selecione as proteinas que tém esta proteina s, dada como uma de suas
3 mais semelhantes”, representada como RENN (s, 3).

Por ser a consulta abordada nesse trabalho, uma melhor descri¢ao da consulta RkN N
é feita no capitulo 3, o qual também contém os trabalhos presentes na literatura sobre

ela.

2.4 Meétodos de acesso espaciais

E possivel realizar consultas por similaridade em dados multidimensionais, e os métodos de
acesso espaciais (MAEs) s@o estruturas projetadas para indexar dados multidimensionais
permitindo uma execucao eficiente das consultas por similaridade.

Em geral, um conjunto de elementos ¢ dito multidimensional, ou E-dimensional, se
todo elemento desse conjunto pode ser localizado por um conjunto de E coordenadas
(E > 1). Os MAEs tém como premissa o fato de os dados manipulados pertencerem
ao dominio dos dados multidimensionais e, portanto, podem se utilizar das propriedades
geométricas para realizar buscas eficientes.

Uma classificacao dos MAEs diferencia-os em 2 tipos: método de acesso espacial para
dados pontuais, ou simplesmente método de acesso espacial pontual (MAEP), e método de
acesso espacial para dados nao-pontuais, ou simplesmente método de acesso espacial nao-
pontual (MAENP). Os MAEPs consideram que os dados sdo pontos num espago, enquanto
que os MAENPs consideram os dados como regites, possuindo, portanto, extensao espacial
(Gaede e Giinther, 1998).

Uma avaliagao completa dos MAEs pode ser encontrada em Gaede e Giinther (1998) e
em Bohm et al (2001). Esta dissertagao se limita a apresentar o MAE R-tree (Guttman,
1984), por ser o mais referenciado e utilizado para indexacao de dados multidimensionais,
estando inclusive disponivel para uso em diversos SGBDs de dominio publicos (como

exemplo PostgreSQL) e comerciais (como exemplo Oracle). A R-tree é importante para
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este trabalho também por sempre ser utilizada como base de comparagao com outros
MAESs, em vista de demonstrar e validar as melhorias propostas. Além disso, praticamente
todos os algoritmos da consulta RkN N propostos em MAESs sao implementados na R-tree

ou uma variante dela, como podera ser observado no capitulo 3.

2.4.1 R-tree e algumas variantes

Considerada uma extensao da B-tree para elementos multidimensionais, a R-tree (Gutt-
man, 1984) é um MAE para indexar dados multidimensionais ndo necessariamente pon-
tuais e que se assume que todas as coordenadas sdo homogéneas (pertencem ao mesmo
dominio e tém a mesma extensao de variagao) e continuas. Usualmente, considera-se que
os dados estdo no espaco R”. Essa drvore é balanceada e usa o conceito de retangulo
envolvente minimo (MBR) para definir regides, de maneira que mesmo os elementos sao

representados na estrutura por MBRs.

Dado um espaco multidimensional R”, um MBR R; C R” é o hiper-retangulo orto-
gonal minimo que envolve um conjunto de elementos. Toda superficie de um MBR R;
contém ao menos um elemento, sendo que para a R-tree, o particionamento realizado pelos
MBRs é nao completo e nao disjunto. Logo, os MBRs permitem sobreposicao, embora

isto possa reduzir a eficiéncia da estrutura de indice.

Os nds na R-tree contém entre m e M elementos, com m < M /2, exceto para o né
raiz, o qual pode conter entre 2 e M elementos, sendo que M é a capacidade maxima de
armazenamento em um no, isto é o maior nimero de elementos que podem ser armaze-
nados no né. Noés internos contém registros da forma (ptr;, R;), em que ptr; é o ponteiro
para um noé filho e R; é o MBR que cobre todos os retangulos do né filho. Os nos folhas
contém registros na forma (oid;, R;), em que oid; é um ponteiro para o elemento e R; é o
MBR do elemento, isto é, cada né folha armazena a representacao do elemento em forma
de um MBR.

A figura 2.3 (Guttman, 1984) contém um exemplo de uma R-tree num espago bidimen-
sional, apresentando sua estrutura e ilustrando os dados indexados. Para este exemplo,
M =3em =1 e cada MBR é denotado por R;, 1 <17 < 19.

Na R-tree, a insercao de novos dados é similar a insercao numa B-tree, isto é, novos
registros de indexacao sao adicionados em nés folhas, os nés que sofrem overflow sao
particionados e as particoes sao propagadas para cima. Resumidamente, o algoritmo de
insercao realiza as seguintes verificagoes: Se o novo registro estd em exatamente um no
folha, entao ¢ inserido num registro deste né. Se estd contido em varias regiodes, aquela
com menor volume é selecionada. Se nenhuma regiao contém o dado, a regiao com menor
aumento de volume ¢ selecionada. Em caso de empate, o algoritmo seleciona a regiao com
menor volume. Quando o né sofre overflow depois da insercao, ele deve ser particionado

em dois, assim novos MBRs devem ser criados e o pai dos nds devem ser atualizados. Se
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Figura 2.3: Exemplo de uma R-tree: representacao estrutural e representacao espacial
com os MBRs (Guttman, 1984)

o pai sofre overflow, o processo deve ser aplicado recursivamente. No fim, se a raiz sofre
overflow, ela é particionada e uma nova raiz é criada. Todo esse particionamento em caso
de overflow ocorre baseado em 2 politicas: um algoritmo quadratico e um algoritmo linear.
Guttman (1984), baseado em resultados experimentais, recomenda o uso do algoritmo
linear.

Um extensao da R-tree destacada nesta dissertacao é a R*-tree (Beckmann et al, 1990).
Sua estrutura de dados béasica é a mesma da R-tree, mas o algoritmo para particionamento
de regides e insercao de novos elementos sao melhorados e é apresentado o conceito de
reinsercao forcada.

O algoritmo de insercao da R*-tree distingue nés folhas de nods internos. Quando
nenhuma regiao contém o novo registro, o algoritmo diferencia os critérios de selecao dos
nos: o critério para escolher um noé folha é, o que causa, pela ordem, o menor aumento da
sobreposicao de regioes, o menor aumento do volume coberto pelo né e o menor volume do
espaco coberto pelo nd. J& para nés internos, a regiao com menor aumento € a escolhida
e em caso de empate o algoritmo seleciona a regiao com menor volume.

A R*-tree também contém uma nova politica de particionamento que objetiva minimi-
zar a sobreposicao entre regioes e a cobertura de espaco vazio. Contudo, a arvore procura
evitar o particionamento utilizando o conceito de reinsercao forcada — reinserir o regis-
tro de um né que sofre overflow. Numa reinsercao, os elementos selecionados sao aqueles

mais distantes do centro da regiao. Esse processo de reinsercao propicia dois resultados
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benéficos: uma melhor utilizacao do espaco e uma estrutura reorganizada dinamicamente,
evitando o particionamento dos nds e amenizando decisoes ruins feitas no inicio, quando

a arvore ainda tem poucos registros.

2.4.2 Algoritmos de consultas por similaridade em métodos de acesso

espaciais

Nesta secao, descreve-se um algoritmo de consulta por abrangéncia canonico e dois algo-

ritmos de consultas aos k-vizinhos mais préximos que se destacam para MAEs.

O algoritmo canonico para executar consultas por abrangéncia em estruturas de inde-
xacao hierarquica foi apresentado por Bohm et al (2001) e pode ser descrito do seguinte
modo: iniciando da raiz, o algoritmo realiza um percurso em profundidade na arvore de
indexacao. Se o n6 atual é um noé folha, verifica-se se os dados neste né estao dentro da
dissimilaridade permitida na consulta em relagao ao elemento de consulta, retornando-o
entao como resultado. Se a pagina é um né interno, o algoritmo continua a busca em

todos os nés filhos dele caso a regiao desse né intersecte com a area da consulta.

A implementacao de consultas ao k-vizinhos mais préximos foi inicialmente proposta
para resolver a especializagao consulta ao unico vizinho mais prozimo, sendo depois gene-
ralizada para o caso de k > 1. A primeira abordagem de implementacao, conhecida como
algoritmo RKV (Roussopoulos et al, 1995), percorre a arvore em profundidade como o
algoritmo de consulta por abrangéncia, mas neste caso nao ha um critério fixado de fil-
tragem de subarvores. O critério 6timo seria a distancia real do vizinho mais préximo,
contudo este critério nao é conhecido no comeco da consulta. Por isso, o algoritmo utiliza
estimativas das distancias para filtrar as subarvores. Conforme o algoritmo percorre a
arvore, mais informacoes sao adquiridas e as estimativas podem ser melhoradas. Uma es-
timativa para a distancia ao vizinho mais proximo é a menor distancia entre um ponto ja
visitado e s,, mas o algoritmo também realiza estimativas com relacao as regioes visitadas

até o momento.

As estimativas com relagao as regioes ja visitadas sao calculadas utilizando alguns
conceitos importantes: MinDist, MaxDist e MinMaxDist. MinDist é a distancia minima
entre uma regiao e s,. Por exemplo, se as regioes sao esferas envolventes minimas, entao
MinDist é igual a distancia de s, ao centroide menos o raio da esfera (a formula no caso
de MBRs pode ser encontrada em Bohm et al (2001)). MazDist é a distancia méxima
entre a regiao e s,. Por fim, MinMazDist ¢ a distancia maxima de s, a uma regiao em
que um ponto é garantido ser encontrado. Por exemplo, ao menos um ponto deve ser
localizado na superficie de um MBR, assim o menor limitante maximo de uma distancia
de s, a um ponto na regiao de MazDist pode ser computado. A figura 2.4 ilustra estes 3

conceitos. Observa-se na figura que a quina superior esquerda ¢ mais distante de s, que a
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quina inferior direita, assim a quina inferior direita é o ponto que determina MinMazDist

para este exemplo.

®5q

Y

“MinDist -

MinMaxDist":_
.- 'MaxDist *

Figura 2.4: MinDist, MaxDist e MinMaxDist

O valor estimado utilizado no algoritmo RKV é o minimo entre todas as distancias
computadas para os pontos e todos os valores de MinMazxDist das regides processadas até
o momento. Uma subarvore pode ser seguramente podada se seu MinDist é maior que o

valor estimado que foi computado.

Para estender este algoritmo para consultas kNN, Roussopoulos et al (1995) propdem
no descarte o uso de MinMazDist em que o novo valor estimado é a k-ésima menor

distancia dentre todos as distancias.

O segundo algoritmo de consulta ao vizinho mais préximo é conhecido como algoritmo
HS (Hjaltason e Samet, 1999, 1995). Neste algoritmo, percorre-se o indice considerando
que o melhor vem primeiro, isto €, as regices sao acessadas em ordem crescente de distancia
do limitante menor a s,. Uma fila de prioridade é utilizada para armazenar os nds das
arvores cujo pais ja foram processados. A fila retorna sempre o né com menor MinDist
até s,.

No inicio, a fila com prioridade contém apenas o no raiz. Um né N; é retirado da fila
e processado. Se N; é um no6 folha, todos os seus registros sao examinados para ver se um
deles é mais préximo de s, que a distancia do ponto mais préximo. Se este é o caso, o
candidato a vizinho mais proximo e a distancia do ponto mais préximo é atualizado. Se
N; é um né interno, entao MinDist é computado para todos seus filhos e eles sao inseridos
na fila. A busca para quando o MinDist do primeiro né na fila é maior que a distancia
ao vizinhos mais préximo atual, o que significa que nenhum outro ponto pode ser mais

proximo do elemento de consulta que o atual candidato a vizinho mais proximo.

Para implementar consultas kNN, é necessaria uma segunda fila com prioridade con-
tendo a lista de candidatos. Como no caso do algoritmo RKV, o novo valor estimado é
a k-ésima menor distancia dentre todos as distancia computadas para os pontos, o que é

igual a distancia méxima de s, a um dos pontos armazenados na segunda fila.
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2.5 Meétodos de acesso métrico

Os métodos de acesso métricos (MAMs) sao estruturas de dados especializadas para inde-
xar dados em espagos métricos. Eles exploram propriedades métricas como a desigualdade
triangular para possibilitar acesso eficiente aos dados. Descrigoes detalhadas dos MAMs
sao apresentadas por Chavez et al (2001), Hjaltason e Samet (2003) e Zezula et al (2006).

Nesta secao é apresentado um breve resumo dos principais MAMs presentes na literatura.

2.5.1 Técnicas de Burkhard e Keller

A primeira proposta de indexagao de dados complexos com base em distancia entre pares
de elementos foi proposta por Burkhard e Keller (1973). O trabalho apresenta trés téc-
nicas para indexar os dados, nas quais uma métrica discreta é assumida. O processo de
indexagao particiona recursivamente o conjunto de dados, criando uma arvore. As trés

técnicas sao apresentadas a seguir:

e Na primeira técnica, cada né possui uma entrada. Assim, um elemento qualquer do
conjunto é selecionado e definido como raiz da arvore em um né. Todo elemento
restante no conjunto é dividido em subconjuntos, sendo cada subconjunto um grupo
S; de elementos distanciados em ¢ unidades da raiz. Estes subconjuntos sao recur-

sivamente particionados até que reste somente um elemento no subconjunto.

e Na segunda técnica, o conjunto de dados é particionado em um ntmero fixo de
subconjuntos e, para cada um, sao definidos um elemento representante e um raio
maximo. Os demais elementos sao distribuidos de forma que sua distancia ao re-
presentante seja menor ou igual ao respectivo raio. Esse procedimento é repetido

recursivamente e os representantes sao agrupados em nés.

e A terceira técnica é similar a segunda, com o requisito adicional que a distancia
maxima entre quaisquer dois elementos em um mesmo conjunto nao seja maior
que uma dada constante ¢, cujo valor é diferente em cada nivel da estrutura. Os
conjuntos satisfazendo esse critério sao chamados de clique. A escolha do valor de ¢
tem que garantir que todos os elementos do espaco estejam em pelo menos um dos
cliques, podendo um elemento aparecer em mais que um cligue. Em seguida, um

elemento arbitrario de cada clique é escolhido como seu representante.

Os representantes selecionados nas trés técnicas sao usados para podar elementos e
subéarvores durante uma consulta.

A consulta por abrangéncia R,(s,,&) inicia da raiz e percorre toda a arvore recursi-
vamente comparando o elemento representante do né s., também conhecido como pivo,

com o elemento de consulta s,. Se a distancia d(s.,s,) < &, o elemento s, é retornado.
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Além disso, recursivamente, o algoritmo acessa todos os nos filhos s; caso valha a seguinte
desigualdade:
maz{d(s., sq) —&,0} <i <d(sc,$,) +&

2.5.2 Fixed queries tree

A Fized Queries Tree (FQ-tree) foi proposta por Baeza-Yates et al (1994) como uma
modificagao das técnicas de Burkhard e Keller (1973). A modificacao consiste em utilizar
um tnico elemento representante para todos os nés do mesmo nivel. Todos os elementos na
FQ-tree sao armazenados em nés folhas e os nds internos sao utilizados para navegacao
durante uma busca ou insercao. O algoritmo de consulta R, é o mesmo apresentado
anteriormente para as técnicas de Burkhard e Keller. Entretanto, a FQ-tree tém como
vantagem a reducao no nimero de computagao de distancias devido ao fato que se mais
de uma subdrvore tiver que ser acessada, apenas uma distancia deve ser computada entre
o elemento de consulta e o representante daquele nivel.

Uma variante, conhecida como Fized-Height Fized Queries Tree (FHQT), foi proposta
com uma modificagao na estrutura da FQ-tree. Essa modificagao define que todos os nés
folhas estejam em uma mesmo nivel, isto é, caminhos menores na FQ-tree sao expandidos
para que todos os nos folhas fiquem numa altura h. Essa abordagem melhora o desem-
penho de consultas, pois o processo da consulta pode parar antes de alcancar o né folha,

nao implicando em custos extras (Baeza-Yates et al, 1994; Baeza-Yates, 1997).

2.5.3 Vantage point tree

Os MAMs explicados até aqui foram projetados com base em métricas discretas. A arvore
denominada Vantage Point Tree (VP-tree), proposta por Yianilos (1993), foi o primeiro
MAM projetado para métricas continuas, apesar de atender também as métricas discretas.

A VP-tree divide o conjunto S através do principio de particionamentos por bolas, em
que o conjunto S é dividido em subconjuntos S; e Sy baseado em algum elemento s, € .5,
chamado de ponto de vantagem (elemento representante), e o raio &, definido como a
mediana das distancias de cada elemento ao ponto de vantagem. A definicao do ponto de
vantagem e do raio do particionamento é escolhido por um algoritmo que considera todos
os elementos da arvore, para que ela seja balanceada. Por essa razao, a arvore é estatica.

Assim, o conjunto é dividido em cada subconjunto, segundo o seguinte critério:

S1={si € S|d(si,sr) <&}
SQ = {Si €S ’ d(Si,Sr) > gr}

O mesmo principio deve ser aplicado em ambos os subconjuntos, formando uma hie-

rarquia, como pode ser visto na figura 2.5.
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Figura 2.5: Exemplo da VP-tree com raiz s,: representacao bidimensional e a corres-
pondente arvore

O algoritmo R, percorre a VP-tree da raiz para as folhas. Durante o percurso, o
algoritmo avalia o no interno com relagao a distancia entre o ponto de vantagem e o
elemento de consulta d(s,,,s,). Se essa distancia é igual ou inferior ao raio de consulta,
entao o ponto de vantagem s, deve ser retornado. Além disso, o algoritmo deve verificar
quais subarvores ele deve acessar. Em resumo, ele deve acessar a subarvore esquerda
(S1) se maz{d(sq,s,) —&,0} < &, e deve acessar a subarvore direita (Ss), se maxz{§, —
d(sq, ), 0} < &, (Zezula et al, 2006).

Uma variante da VP-tree proposta no mesmo artigo é a VP®-tree . A ideia é aproveitar
as distancias calculadas durante a construgao da arvore para produzir algoritmos de buscas
mais eficientes. As distancias calculadas durante a insercao de elementos na arvore é

armazenada na VP®-tree e entao utilizada nas consultas R,, como a seguir:

e Se | d(sq,sr) —d(sy,s;) |> &, o elemento s; pode ser descartado sem a necessidade

de calcular a distancia d(s, s;)

e Se d(sq, sr) +d(s,s;) <&, oelemento s; deve ser incluido no conjunto de respostas

da consulta.

Outra variante da VP-tree é a VP**-tree (Yianilos, 1993), uma extensao da VP*-tree
em que os nos folhas formam buckets. Nessa extensao, sao armazenados mais elementos
num no folha, propiciando economia de espaco e resultando em menos acessos a disco

para as consultas.

2.5.4 Generalized hyperplane tree

Em Uhlmann (1991), é proposta a Generalized Hyperplane Tree (GH-tree) que usa o
principio de particionamento por hiperplano generalizado para dividir o espaco. Cada

particionamento divide o conjunto S em dois subconjunto S; e Sy, de forma que:

S1={s; € S|d(sy,s:) <d(Spy,8:)}

Sy ={s; € S| d(sp,,8:) > d(Spy, i)}
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sendo s,, e s,, elementos do conjunto S escolhidos como representantes.

A GH-tree é uma arvore bindria construida da seguinte maneira: dois elementos repre-
sentantes s,, e s,, sao selecionados do conjunto de dados e aplica-se o particionamento.
Os elementos mais préximos a s,, formam a subarvore esquerda e os elementos mais pré-
ximos a ., formam a subarvore direita. A seguir, o processo ¢é recursivamente aplicado
em ambos os subespacos. Salienta-se que a escolha dos representantes considera todos
os elementos da base para que a arvore fique balanceada. Na figura 2.6 apresenta-se
um exemplo de uma GH-tree: na figura 2.6(a) é indicado o particionamento e é especi-
ficada uma consulta R,. A figura 2.6(b) apresenta a estrutura da arvore correspondente
particionada no primeiro nivel.

Num processo de busca para uma R, a subarvore esquerda é acessada caso d(s,,, ;) —

¢ < d(sn,,s,) + &, enquanto que a subdrvore direita é acessada caso d(s,,,s,) + & >

d(s7”27 St]) - 5

Sr; Sr,
S1 S2 S3 S4 S5 S S7 S8 So

(a) Uma consulta por abrangéncia que (b) Estrutura correspondente ao parti-
acessa ambas as particoes cionamento no primeiro nivel da arvore

Figura 2.6: Exemplo do primeiro nivel de uma Generalized Hyperplane Tree

2.5.5 AESA

O método Approzimating Eliminating Search Algorithm (AESA), proposto por Vidal
(1986), consiste em construir uma matriz de distancias entre elementos do conjunto S
durante a criacao da estrutura. Devido as propriedades de simetria e identidade, o nu-
mero de calculos necessarios para a criagdo dessa matriz é n(n — 1)/2. Nessa estrutura,
todos os elementos sao representantes e podem ser utilizados numa operacao de busca.
Uma operacao de R,(s,,&) escolhe um elemento s, como representante, calculando
a distancia entre o elemento de consulta e o representante para utilizar no descarte de
elementos. Um elemento s; pode ser descartado segundo a condicao | d(s,, s,) —d(s,, s;) |>
¢ que utiliza as distancias ja computadas. O algoritmo escolhe outro representante dentre
os elementos restantes, tentando maximizar o efeito de descarte através da escolha de um
representante que maximize | d(s,, s,) — d(s,,s;) |. Assim, o processo ¢é recursivamente
aplicado até os elementos restantes nao poderem ser mais descartados, passando entao

por uma verificagao se d(s,, s;) < &.
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Embora o tempo experimental da consulta seja O(1), essa proposta tem tempo de
construgao e complexidade de espago igual O(n?), inviabilizando seu uso para grandes
conjuntos de dados.

Uma nova versao da AESA | proposta por Micé et al (1994), é a Linear AESA (LAESA).
Essa nova versao fixa o nimero de representantes a j elementos. Assim, a complexidade
de tempo de construcao e espaco é O(jn). A consulta é semelhante a proposta da AESA,

diferindo apenas no fato que ha apenas j representantes.

2.5.6 Geometric near-neighbor access tree

A Geometric Near-neighbor Access Tree (GNAT) foi proposta por Brin (1995) como uma
extensao da GH-tree. Essa extensao consiste na escolha de j representantes em cada né
ao invés de apenas dois. A insercao de elementos é semelhante a GH-tree: compara-se a
distancia entre a elementos e os representantes e insere-se os elementos na subarvore do
representante mais proximo. Além disso, para cada representante sao guardadas as dis-
tancias minima e maxima aos outros representantes, permitindo podas adicionais durante
uma busca e resultando num algoritmo de R, um pouco diferente do usado na GH-tree.
Brin (1995) realiza a comparagao entre essa arvore e a VP-tree. Nesta comparacao,
é verificado que o tempo de construcao da GNAT é maior que da VP-tree, entretanto os
algoritmos de consulta fazem menos calculos de distancias. A figura 2.7 ilustra o primeiro

nivel de uma GNAT com 3 representantes: s, , Sy, € Sp,-

Srl Sr2 Sr3

S1 S S3 S4 S5 S S7 Sg So

CRE

Figura 2.7: Exemplo do primeiro nivel de uma Geometric Near-neighbor Access Tree

2.5.7 M-tree

Todos os MAMs descritos anteriormente sao estaticos, ou seja, exigem que todos os ele-
mentos a serem indexados estejam disponiveis durante o processo de criacao das arvores,
limitando a sua aplicacao efetiva em SGBDs. Além disso, a construcao da arvore é reali-
zada em um processo recursivo baseado na estratégia top-down (do nivel raiz em diregao
as folhas).

Ciaccia et al (1997) propuseram o primeiro MAM dinamico, a M-tree. Visto como uma

adaptacao do MAE R-tree para indexar dados em espagos métricos, a M-tree é construida
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com uma estratégia bottom-up, de forma a garantir o balanceamento da estrutura e tendo
os elementos armazenados em nés de tamanho fixo. Além disso, este MAM permite a
insercao de elementos a qualquer momento e nao exige reestruturagoes periodicas.

Na M-tree, os nos folhas contém todos os elementos indexados, enquanto os nés inter-
nos replicam os elementos escolhidos como representantes. Cada entrada do né folha N;
contém o identificador do elemento s;, informagoes do elemento que permita o calculo de
distancia (em geral o préprio elemento) e a distancia ao elemento representante ds;s,,s O
qual estd armazenado também no né pai. Cada entrada do né interno N; contém uma
ligacao para sua subdrvore (né filho), um elemento representante s,,, a distancia do re-
presentante ao pai do representante dy, s, e o raio &, da regiao que acomoda todos os

elementos indexados pela entrada (chamada de raio de cobertura).

Construcao da arvore

O algoritmo de inser¢cao da M-tree percorre a arvore recursivamente para localizar o
n6 folha mais apropriado para inserir o novo elemento. Contudo, pode ser executado
o particionamento do né caso este esteja cheio. O principio basico de escolha do no
apropriado consiste em descer nas subarvores que tém raio de cobertura suficiente para
que o elemento seja inserido sem aumentar o raio. Se ha multiplas subarvores com esta
propriedade, a com maior proximidade entre o novo elemento e o elemento representante
é escolhida. Entretanto, se nenhuma subdrvore satisfaz esta propriedade, é escolhida a
subarvore que minimize o aumento do raio de cobertura para abrigar o novo elemento.

Quando a inser¢ao ocorre em um noé cheio, ha a necessidade de particionar o n6. O par-
ticionamento se da alocando um novo né no mesmo nivel do né particionado, distribuindo
as entradas do n6 original entre os dois nds segundo um critério pré-definido e promovendo
dois elementos representantes, um de cada novo nod, para o né pai. Salienta-se que quando
a raiz ¢é dividida, uma nova raiz é criada e a arvore aumenta de nivel.

Sao propostos cinco algoritmos de selecao dos representantes e particionamento do né:

m_RAD: Em termos de computacao de distancias, esse algoritmo é o mais complexo de-
les. Ele considera todos os pares de elementos, particionando o conjunto de entradas

e promovendo o par de elementos que tiver a menor soma dos raios de cobertura.

mM_RAD: Similar a m_RAD, o par de elementos representante escolhido é aquele que

o maximo do raio de cobertura gerados (max(&,1,&2)) seja minimo.

M_LB_DIST: Esse algoritmo difere do anterior pela utilizagao das distancias armaze-
nadas. O primeiro elemento representante escolhido é o representante do né que
esta sendo particionado e o outro elemento escolhido é o mais distante ao primeiro

representante selecionado.

RANDOM: Esse algoritmo seleciona de forma aleatdria os elementos representantes.
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SAMPLING: Essa algoritmo é como o RANDOM, porém interage sobre uma amostra

de elementos.

Dentre todos esses algoritmos, avaliagoes experimentais apontaram que a estratégia
mM_RAD, também conhecida como minMaz, foi no geral a mais eficiente (Ciaccia e
Patella, 1998).

Consultas por abrangéncia e por vizinhos mais préximos

O algoritmo da consulta R,(s,, &) realiza um percurso em profundidade, iniciando da
raiz. Essa busca utiliza as distancias armazenadas para realizar a poda seguindo alguns
critérios, que sao apresentados a seguir:

Para os nos internos, considere-se s, o representante de uma subarvore que tem raio de
cobertura &, e elemento pai s,,. A subarvore pode ser podada se | d(sg, 5,,) — d(5r,5,,) |
=&, > & Contudo, se | d(sq,sr,) — d(sr,sr,) | =&, < &, hd a necessidade de calcular
d(sq, s,) para verificar se a subarvore pode ser podada pelo critério d(s,, s,) — &, > &.
Subarvores nao podadas devem ser percorridas.

Para os nds folhas, o processo ¢ similar. Considere s; um elemento no né folha e s;,
elemento pai. A condi¢ao de descarte do elemento é | d(sq,s;,) — d(si,55,) |> & Caso
esse critério nao seja satisfeito, a distancia entre esse elemento e o elemento de consulta é
avaliada e se d(sg, s;) < £, o elemento s; é retornado como resultado.

Para consultas kNN, o algoritmo proposto usa uma técnica branch-and-bound similar
ao algoritmo RKV (se¢ao 2.4.2) desenvolvido para a R-tree e baseia-se no algoritmo de
consulta por abrangéncia, mas com o raio de consulta definido como a distancia ao k-ésimo

atual vizinho mais proximo (Ciaccia et al, 1997).

2.5.8 Slim-tree

A Slim-tree (Traina Junior et al, 2000, 1999) é uma evolugao da M-tree. Portanto, ela
também é uma arvore dinamica e balanceada com uma estratégia de construcao bottom-up
(das folhas em direcao a raiz). Os elementos sao armazenados nas folhas e as entradas dos
nos internos definem a hierarquia de organizacao dos dados. Os nds internos e as folhas
da Slim-tree armazenam basicamente as mesmas informagoes ja descritas para a M-tree,
mas para cada entrada de né interno adiciona-se a quantidade de elementos na subarvore
N;.numElem.

A Slim-tree é o primeiro MAM dinamico que possui recursos para a avaliacao do grau
de sobreposicao entre seus nés (Fat-Factor) e um algoritmo para minimizar o problema
de sobreposicao, denominado Slim-down. Uma descricao detalhada sobre o Fat-factor e
o Slim-down pode ser encontrado em Traina Juinior et al (2000) e em Traina Junior et al
(2002a).
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Outro diferencial da Slim-tree com relacao a M-tree é um novo algoritmo de particio-

namento de nés (MST), que é descrito a seguir.

Construcao da arvore

O algoritmo de insercao especifica que os elementos devem ser inseridos seguindo o seguinte
procedimento: iniciando da raiz, ele percorre a estrutura na tentativa de localizar um
no qualificado a armazenar o novo elemento sem a necessidade de aumentar o raio de
cobertura. Caso nenhum né se qualifique, é selecionado o noé cujo centro esta mais proximo
do novo elemento. Se mais de um né se qualificar, é executado um algoritmo denominado
ChooseSubtree para selecionar qual deles armazenard o novo elemento. Este processo ¢é
aplicado recursivamente para todos os niveis da arvore até alcancar um né folha (Traina
Junior et al, 2002a).

Sao propostas trés opgoes para o algoritmo ChooseSubtree:

e Aleatério (random): escolhe aleatoriamente um dos nés qualificados a armazenar
o novo elemento sem aumento do raio de cobertura. Trata-se da opcao mais simples

e de menor custo;

e Distancia minima (minDist): escolhe o n6 que minimiza a distancia entre o novo

elemento e seu respectivo representante;

e Ocupagao minima (minOccup): escolhe o né que possui a menor taxa de ocupagao.

Trata-se da opcao padrao de escolha para a construcao de uma Slim-tree.

Quando a insercao ocorre em um né cheio, é necessario particiond-lo. Esse particio-
namento se da da mesma forma que na M-tree, porém ¢é apresentado um novo algoritmo
de selecao dos representantes e particionamento do né, o MST. Esse algoritmo cria uma
arvore de caminho minimo (minimal spanning tree) contendo os elementos do né a ser
particionado. Considerando G um grafo com C' vértices (elementos a serem divididos) e
C(C —1) arestas, em que o peso de cada aresta corresponde a distancia entre vértices que

ela conecta, o algoritmo executa quatro passos basicos:

1. construir a MST de G, isto é, definir o grafo que representa o menor caminho

conectando todos os vértices;
2. remover a aresta mais longa;
3. colocar os dois grupos de elementos conectados nos novos nos;

4. para cada no, escolher como representante o elemento mais proximo a todos os
outros, ou seja, o elemento cuja distancia maxima em relagao aos demais seja a

menor.
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A figura 2.8 ilustra o processo de particionamento de um né composto por elementos
em um espaco euclidiano bidimensional. Como o algoritmo bésico nao garante uma por-
centagem minima de elementos em cada nd, uma variagao tenta encontrar, sempre que

possivel, a aresta mais apropriada para gerar uma distribuicao equilibrada.

Arresta a ser removida
S1 S5
S, 5
8 S3 Sg
Sq S7 S4
N6 antes do particionamento MST Nds apds o particionamento

Figura 2.8: Exemplo de particionamento de né usando MST (Traina Junior et al, 2000)

Consultas por similaridade

Os algoritmos de consultas por similaridade implementados na Slim-tree sao o de consulta

por abrangéncia e o de consulta por k vizinhos mais préximos presentes na M-tree.

2.5.9 Familia OMNI

Em Santos Filho et al (2001), foi proposta a utilizagao de multiplos elementos represen-
tantes, denominados focos, que propiciam a diminuicao de calculos de distancia entre os
elementos na realizagdo de consultas por similaridade. A ideia deste método é selecionar,
em um conjunto de dados S C S, um subconjunto de elementos (os focos) e torna-los
referéncias globais a todo elemento do conjunto de dados S. Assim, os focos podem ser
utilizados para mensurar a distancia em qualquer regiao do espago atuando também como
geradores de coordenadas espaciais para os elementos.

O conceito OMNI pode ser aplicado junto a qualquer método de acesso existente, seja
métrico, espacial ou mesmo sequencial, pois as coordenadas geradas pelos Omni-focos
podem ser indexadas por qualquer um deles. Portanto, o conceito OMNI acoplado aos
MAs ja existentes, gera uma nova familia de MAs, denominada Omni-family. A Figura
2.9 ilustra o uso de dois focos, onde se pode notar que a utilizacao deles permite descartar
partes do espago. Uma consulta por abrangéncia realizada a partir do elemento de consulta
54, de raio &, pode descartar qualquer elemento que nao esteja na regiao de interseccao
dos arcos dos dois focos, restando poucos falsos positivos a serem avaliados.

Utilizando o conceito OMNI sobre a Slim-tree, Traina Junior et al (2002b) propuse-

ram um novo MAM chamado DF-tree. Assim, para uma DF-tree, além dos representantes
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Figura 2.9: Exemplo de utilizacao do conceito OMNI com dois focos

referentes a cada nd, ha também o descarte propiciado pelo uso de representantes globais,
diminuindo consideravelmente o nimero de calculos de distancia requeridos para as con-
sultas, pois permite uma taxa maior de podas de subarvores.

No MAM DF-tree, as consultas por similaridade utilizam algoritmos adaptados da
Slim-tree que avaliam o elemento representante de cada né e também os representantes
globais (focos) para realizar a poda de subarvores. Assim, pode-se dizer que a OMINI-
family é composta pela aplicacao da técnica de mapeamento seguida pelo uso de um
método de acesso, gerando por exemplo os métodos OMNI-Sequencial, OMNI-R-tree,
OMNI-Slim-tree, etc. Ja a DF-tree é um caso de aplicacao invertida, especifica para a

Slim-tree, gerando o que seria equivalente a Slim-tree-OMNI.

2.6 Imersao de espacos métricos e sua aplicacao em
MAMs

A imersao de espagos métricos é o ultimo conceito importante a ser apresentado neste
capitulo. Especificamente, este trabalho assume que o espaco métrico com n elementos
¢ imerso isometricamente em um espaco euclidiano com a finalidade de utilizar-se de lei
dos cossenos e pontos de tangéncia para realizar podas de subarvores.

Utilizando o teorema 2.1 (Indyk e Matousek, 2004; Deza e Laurent, 1997), pode-se
verificar se um espago métrico pode ser imerso isometricamente em um espago euclidiano e,
assim, utilizar-se de propriedades geométricas euclidianas para realizar podas em espagos

métricos.
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Teorema 2.1 Um espago métrico M com n elementos é isometricamente imersivel em
um espacgo eucliadiano se, e somente se a matrizn X n

(d(so, 51')2 + d(So, 8j)2 — d(si, Sj)Q)n

ij=1
¢ uma matriz semi-definida positiva (Indyk e Matousek, 2004; Deza e Laurent, 1997).

Embora nao se possa verificar todos os espacos métricos para avaliar se sao imersiveis
isometricamente em um espago eucliadiano, os mais comumente utilizados em problemas
de busca sao espacos métricos semi-definidos positivos e, portanto, imersiveis isometri-
camente em um espago eucliadiano(Ban e Kadobayashi, 2008). Além disso, Ban e Ka-
dobayashi (2008) descreve como estender essa propriedade de imersao isométrica para
espacos métricos genéricos e assim poder aplicar propriedades geométricas em MAMs.

Uma aplicagao interessante de imersao isométrica em MAMs foi proposta por Ban
e Kadobayashi (2008), onde os autores usam lei dos cossenos para introduzir um novo
grupo de estratégias de poda para consultas kNN no MAM AESA. Essas regras de podas
sao comprovadamente mais eficientes que as regras baseadas em desigualdade triangular

e requerem que o espaco métrico seja um espaco semi-definido positivo.

2.7 Consideracoes finais

O presente capitulo apresentou as consultas por similaridade mais importantes e os prin-
cipais MAMs existentes na literatura, os quais tém como caracteristicas inerente o suporte
as consultas por similaridade.

Com relagao aos MAMs, pode-se observar que visam diminuir o nimero de calculos
de distancia e o numero de acessos a disco, tentando obter estruturas mais eficientes para
processar consultas por similaridade. Além disso, observa-se que as consultas R, e kNN
sao implementadas nos MAMs de varias maneiras e utilizam-se dos representantes para
realizar podas eficientes.

Certamente uma das consultas por similaridade que tem aumentado em importancia
nos ultimos anos é a consulta aos k-vizinhos mais préximos reversos. Ela foi brevemente
explicada neste capitulo e serd aprofundada no capitulo seguinte por se tratar da consulta

de interesse deste trabalho.
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k-vizinhos mais proximos reversos

3.1 Consideracoes iniciais

A consulta aos k-vizinhos mais préximos reversos RkN N (s,, k) recebe como parametros
o elemento central da consulta s, e uma quantidade £, e recupera do conjunto de dados
os elementos que tém s, como um de seus k vizinhos mais préximos. Vérias abordagens
para implementagao desta busca foram desenvolvidas e apresentar as mais significativas
é a finalidade desse capitulo. Assim, este capitulo contém os conceitos que envolvem a
consulta aos k-vizinhos mais proximos reversos e os trabalhos desenvolvidos sobre este

tipo de consulta.

3.2 Conceitos sobre consultas RENN

O operador de consulta por similaridade aos k-vizinhos mais préximos reversos foi origi-
nalmente descrito por Korn e Muthukrishnan (2000) considerando o caso onde k = 1, isto
é, considerando o vizinho mais préximo reverso (RNN). Chamado RN N, este operador
é capaz de descrever a regiao de influéncia de um determinado elemento de consulta sobre
um conjunto de dados, isto ¢, ele recupera a regiao ao redor do elemento s, que tem s,
como seu vizinho mais influente ou mais similar.

Korn e Muthukrishnan (2000) também descrevem o operador REN N como uma nogao
estendida de regiao de influéncia definida para o operador RN N. Esse operador recupera
todos os elementos ao redor de s, que tem s, como um de seus k-vizinhos mais préximos.

Formalizando, pode-se expressar o operador da seguinte maneira:

51
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RENN (sg, k) =A={s; € S, € kNN(s;,k) A\Vs; € S—A:5,&kNN(s;, k)}

As figuras 3.1(a) e 3.1(b) contém um mesmo conjunto de dados com 5 elementos
$1, 82, ..., S5 € um elemento de consulta s,. Na figura 3.1(a), cada elemento do conjunto de
dados esta associado a um circulo de cobertura de seus 2 vizinhos mais proximos — por
exemplo, o elemento s, tém um circulo centrado nele que cobre os pontos s; e s4. Uma
consulta RkN N (s,, 2) sobre o elemento s, inclui os elementos do conjunto de dados cujos
circulos de cobertura contém s, — no caso da figura, os elementos retornados sao s e ss.
Na figura 3.1(b), a consulta kNN (s,,2) retorna os 2 vizinhos mais préximos de s, que
Sa0 S1 € So.

O exemplo da figura 3.1 permite verificar que um elemento s; € kNN(s,, k) nao
necessariamente pertence a RkNN(s,, k), isto é, o relacionamento entre RENN ¢ kNN

¢é assimétrico.

S4
503 * Sg
(a) Consulta RENN com k = 2 (b) Consulta kNN com k = 2

Figura 3.1: kNN(s,,2) e RENN(s4,2) exemplificando que o relacionamento entre
RENN e kNN ¢ assimétrico

3.2.1 Variantes

Duas variantes para o cenario basico em uma consulta RENN ganharam destaque:

e A primeira variante é que o operador REN N pode ser monocromatico ou bicroma-
tico. Essa distincao ocorre pela quantidade de tipos distintos de pontos que existem
em um conjunto de dados para efeito de avaliacao da consulta. No caso da consulta

monocromatica aos vizinhos mais proximos reversos, todos os pontos da base de



3.2 Conceitos sobre consultas RkKNN 53

dados sao considerados como da mesma categoria. Ja uma consulta bicromatica aos
k-vizinhos mais préximos reversos assume que os pontos armazenados sao conside-
rados como parte de categorias de pontos, como exemplo, uma categoria de clientes
e uma categoria de servidores. Em uma consulta bicromatica aos REN N, o retorno
para um elemento de consulta s, de uma categoria é todos os elementos da outra
categoria que tém s, como um de seus k-vizinhos mais préximo na categoria do

elemento de consulta.

De forma simplificada, a figura 3.2 exemplifica uma consulta RkN N bicromatica e
uma consulta RkN N monocromatica com k = 1. As setas representam o raio de
cobertura da circunferéncia em que se encontra o vizinho mais préximo do elemento
central. A figura 3.2(a) exemplifica uma consulta RkNN bicromdtica com k = 1.
Nesta consulta, os clientes s; e s3 sao os elementos retornados pela consulta RkEN N
sobre o servidor s,. A Figura 3.2(b) exemplifica uma consulta Rk/N N monocromé-

tica com k£ = 1, a qual retorna os elementos s3 e s5 como os vizinhos mais proximos

reversos de s,.

(a) Bicromético (b) Monocromaético

Figura 3.2: Exemplo de REN N bicromatico e monocromatico para k = 1

e Outra variante do cenario basico de uma consulta RkN N é se o conjunto de dados
¢ estatico ou dinamico. O caso dinamico é quando deseja-se inserir ou remover
pontos em um conjunto de dados e ainda assim suportar a consulta RENN. No
caso estatico, o conjunto de dados é inserido na criacao do MA e depois nunca é
modificado. Quando o conjunto de dados ¢ dinamico, sempre que um novo elemento

é inserido, ele pode mudar quais elementos sao os vizinhos mais proximos reversos de
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varios outros, assim a dinamicidade dos dados pode causar impacto em algoritmos

que realizem pré-calculo de estruturas de dados para agilizar a resposta as consultas.

3.3 Algoritmos RN N euclidianos com pré-computacao

Por defini¢ao, uma consulta RENN tem solucao quadratica: para cada elemento s; € .5,
calcula-se seus k vizinhos mais proximos e verifica-se se o elemento de consulta esta entre
eles. Para solucionar esse problema, as primeiras propostas que surgiram foram algoritmos
que calculam a RN N baseando-se na pré-computacao.

Considerando inicialmente £ = 1, armazena-se para cada ponto s; no conjunto, a sua
distancia ao vizinho mais prozimo. Logo, uma consulta RN N sobre s, pode ser facilmente
processada pela verificacao se s, estd dentro de um circulo com centro em s; e raio igual
a distancia ao vizinho mais préximo de s;.

Formalizando esse conceito, para cada s; € S, seja s] = KNN(s;,1) o seu vizinho
mais proximo (NN) e seja & = d(s;, ;) a distancia de cada elemento ao seu vizinho mais
proximo. Entao, define-se para cada elemento s; a sua regiao de influéncia, que é o circulo
centrado em s; com raio &. Uma consulta RkNN(s,, 1) tem como resposta a colegao de
todos os elementos s; para os quais sua regiao de influéncia inclui s,.

Esse processo pode ser generalizado armazenando-se para cada elemento s; € S nao
apenas seu vizinho mais préximo, mas uma lista de k vizinhos mais préximos com suas
respectivas distancias, para algum k£ > 1. Contudo, apesar da pré-computacao das dis-
tancias aos k vizinhos mais proximo de todos os elementos simplificar a consulta, ela
ocupa consideravel espaco e requer extensiva manutencao quando o conjunto de dados é
dinamico, isto é, quando elementos podem ser inseridos ou apagados. Os métodos exis-
tentes na literatura para a execugao do operador RENN em espacos euclidianos com

pré-computacao sao descritos a seguir.

3.3.1 RNN-tree

A proposta de Korn e Muthukrishnan (2000) considera espacos multidimensionais e con-
siste em criar uma estrutura de indexagao que armazena, para todo elemento s;, o proprio
elemento s; e a area coberta por sua regiao de influéncia. No caso, a proposta foi de se
usar o MBR de cada 4rea coberta em uma R-tree, criando uma arvore que foi chamada
RNN-tree. Usando essa arvore, o vizinho reverso de um elemento de consulta s, pode
ser obtido de maneira eficiente através de uma consulta pontual sobre s,, pois ela retorna
todas as dreas contendo s,. Por ser apoiada na R-tree, esta proposta trata apenas da
situagdo em que k = 1 em um espago euclidiano (Korn e Muthukrishnan, 2000).

Korn e Muthukrishnan (2000) desenvolveram algoritmos e estruturas de dados para

buscas RN N para conjuntos de dados estaticos e dinamicos. No caso estatico, eles uti-
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lizam a arvore RNN-tree para a realizacao de consultas RN N eficientes e consultas aos
vizinhos mais préoximos. Contudo, para o caso dinamico, eles utilizam uma R-tree adi-
cional (referida como NN-tree) para consultas NN, pois a RNN-tree é otimizada para
consultas RNN e nao para consultas NN, causando grande sobreposicoes das regioes em

operacoes de delecao.

Apesar do método proposto ser baseada no caso monocroméatico, Korn e Muthukrish-
nan (2000) descrevem a proposta como adaptéavel para o caso bicromatico. Os algoritmos
3.1 e 3.2 contém, respectivamente, o pseudocodigo de insercao e remocao. Para Inserir,
o algoritmo especifica que inicialmente recuperam-se todos os RNN de s, e suas corres-
pondentes regioes de influéncia. Para cada RNN de s,, atualiza-se a regiao de influéncia

para refletir a insercao de s,, além de inserir o novo elemento na NN-tree e RNN-tree.

Algoritmo 3.1: Inserir

Entrada: ponto s,

{s1,82,...,8;} — consulta s, em RNN-tree;

para cada s; (com correspondente R;) faga
| diminua R; para (s;, d(s;, sq));

fim

Localize NN(s,) em NN-tree;

Inserir s, em NN-tree;

Inserir (s;, NN(s,)) em RNN-tree;

b\ IR U VN

Algoritmo 3.2: Remover

Entrada: ponto s,

remover s, em NN-tree;

{s1,52,...,5;} — consulta s, em RNN-tree;

remover (s,, NN(s,)) em RNN-tree;

para cada s; (com correspondente R;) faga
Encontrar NN(s;) em NN-tree;
Aumentar R; para (s;, NN(s;));

fim

N O ok W =

3.3.2 RdNN-tree

Um desenvolvimento posterior foi proposto por Yang e Lin (2001) e melhora a proposta ori-
ginal de Korn e Muthukrishnan (2000) sincronizando as duas estruturas do caso dinamico
em apenas uma arvore, gerando a RANN-tree, baseada em uma R*-tree. A RANN-tree
difere da R*-tree pelo armazenamento de informacoes extras sobre distancia do NN dos

pontos em cada no, por isso requer a pré-computacao de NN de cada ponto.
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3.3.3 Outro método baseado em pré-computacao

Maheshwari et al (2002) propoe outro método de pré-computagao, porém ele é aplicavel
somente a espagos bidimensionais e foca na fronteira do pior caso — em lugar de compara-
¢Oes experimentais com as outras abordagens (Korn e Muthukrishnan, 2000; Yang e Lin,
2001). Eles observaram que Korn e Muthukrishnan (2000) propuseram a aproximagao de
cada bola com raio igual a distancia ao vizinho mais proximo por uma MBR, usando a
R-tree como estrutura de armazenamento. Na proposta de Korn e Muthukrishnan (2000),
insercoes e remocoes podem ser executadas em tempo logaritmico, mas a complexidade das
consultas no pior caso é linear. Além disso, por causa das aproximacoes, hé a necessidade
de um pés-processamento para que nao haja respostas erradas.

Baseado nessas observagoes, a proposta de Maheshwari et al (2002) contém um mé-
todo de pré-computacao para espacos euclidianos bidimensionais em que foi criada uma
estrutura de dados eficiente para o caso estatico e dinamico da consulta RN N, eliminando

os problemas de utilizar MBR.

3.3.4 Consideracoes sobre os algoritmos com pré-computacao

As propostas feitas em Korn e Muthukrishnan (2000), Maheshwari et al (2002) e em
Yang e Lin (2001) pré-indexam todos os dados da base de dados segundo os vizinhos mais
proximos naquele momento. Além do consumo de espaco, existe o problema que, quando
um elemento do conjunto é removido ou um novo elemento ¢é inserido, os dados sobre os
vizinhos mais proximos tém que ser recalculados e a estrutura de indexagao pode precisar
ser bastante modificada, pois se um novo elemento é inserido, todos os elementos existentes
que passam a té-lo como elemento mais proximo tém que ser atualizados. Essa operacao
corresponde a atualizar os MBRs de todos os elementos que originalmente cobrem o novo
elemento. Se um elemento é removido, toda a estrutura deve ser refeita, a menos que
heuristicas especiais possam ser utilizadas em casos particulares. Dessa maneira, essas
propostas nao sao adequadas para situacoes em que exista grande quantidade de operagoes
de insergao e de remocoes. Além disso, a generalizagao da operagao de RENN de k =1
para qualquer valor de k£ > 1 nao ¢é trivial, e gera uma sobrecarga de atualizagoes ainda
mais intensa. Portanto, técnicas baseadas na pré-indexagao das regides de influéncia tém

aplicagoes restritas a casos em que a base de dados nao é dinamica.

3.4 Algoritmos RNN euclidiano com propriedades para

espacos de duas ou trés dimensoes

O uso de propriedades para limitar o espaco de busca, tanto de operagoes de consulta

quanto de operagoes de atualizagao, é uma técnica que tem sido explorada para conjuntos
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de dados com propriedades especiais, particularmente para o uso da métrica euclidiana
em espagos de duas ou no maximo trés dimensoes. Um exemplo de uma propriedade

bastante explorada é a seguinte propriedade.

Propriedade 3.1 Em um espaco bidimensional regido pela métrica euclidiana, para qual-
quer elemento central de uma consulta s,, a resposta a uma consulta REN N (sq, 1) pode
ter no maximo 6 elementos.(Smid, 1997; Korn e Muthukrishnan, 2000)

Essa propriedade pode ser entendida lembrando que o caso limite maximo de seis
elementos s6 ocorre quando as respostas estao igualmente espacadas sobre as bissetrizes
dos seis setores de 60° que definem o espaco ao redor de s,. A figura 3.3(a) exemplifica esse
caso especial com seis elementos igualmente espacados entre si e em relacao ao elemento
de consulta s,. Note-se que é possivel haver no maximo um elemento em cada setor, que
¢ o mais préoximo do centro. Qualquer outro elemento no setor estard necessariamente
mais proximo desse objeto do que do centro.

Espagos de outras dimensoes tém limites diversos. Por exemplo, em espacos euclidi-
anos tridimensionais, a operagdo RkNN(s,, 1) tém uma cardinalidade maxima igual a
12 e essa cardinalidade aumenta exponencialmente com o aumento da dimensao. Esse
nimero também depende da funcao de distancia envolvida. Por exemplo, em espacos
E-dimensionais usando a métrica L., a cardinalidade maxima da operacao RkNN(s,, 1)
¢ igual a 3% — 1. Uma explicacao melhor sobre esses limites por ser encontrado em Singh
et al (2003).

Por fim, salienta-se que esse crescimento exponencial no nimero de RNN com o au-
mento da dimensionalidade torna as abordagens utilizando essas propriedades geométricas

inviaveis para dados em espacos de alta dimensionalidade.

R2 S>

Figura 3.3: Ilustracdo do método de Stanoi et al (2000) baseado na propriedade 3.1
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3.4.1 A abordagem de Stanoi et al. (2000)

Stanoi et al (2000) eliminaram a necessidade de pré-computagao de todos NN pela ex-
ploragao de uma interessante propriedade de recuperacao de RN N. Essa propriedade é a

3.2, que ¢é consequéncia da propriedade 3.1.

Propriedade 3.2 Seja uma consulta RENN (s4, 1) em um espago euclidiano bidimensi-
onal que o divide em seis setores nao sobrepostos S;, 1 < i < 6 com vértice em s,, todos
com angulo de abertura de 60° e cada um deles incluindo uma das linhas que separam o
espaco. Seja s; € S; o vizinho mais prozimo do elemento sq, qualquer que seja a regiao

Si. Entao ou s; € RENN(s,,1) ou ndo eziste nenhum vizinho reverso de s, no setor S;.

Essa propriedade possibilita parar a busca por vizinhos reversos em um dos setores,
caso o vizinho mais préximo do elemento de consulta no setor nao seja RN N do elemento
de consulta. B importante salientar que no caso de buscas por um k£ > 1, entao, no espago
euclidiano bidimensional, o nimero maximo de vizinhos reversos sera 6 - k.

Em resumo, o algoritmo desenvolvido por Stanoi et al (2000) inicia pela procura pelo
vizinho mais proximo em cada uma das regioes S; utilizando-se de uma consulta por NN
condicional que limita o espago de busca pela regiao de interesse (figura 3.3(b)). A seguir,
ele testa se cada elemento s; encontrado satisfaz a condicao de ser um dos k vizinhos mais
proximos reversos do elemento de consulta. Essa verificacao se dd pela busca do NN dos
elementos s; e a comparacao da distancia entre s; e seu NN com a distancia entre s; e o

elemento de consulta s,.

3.4.2 A abordagem de Stanoi et al. (2001) para o caso bicromatico

O primeiro algoritmo focado em consultas RN N bicromaticas foi desenvolvido por Stanoi
et al (2001). A tnica abordagem anterior que pode ser aplicada para o caso bicromético é
a abordagem com pré-computacao, porém esta abordagem apresenta restricoes quanto a
base de dados ser dinamica e quanto a generalidade da consulta (veja se¢ao 3.3). A solugao
apresentada em Stanoi et al (2000) apenas ¢é vélida para consultas monocrométicas, pois a
propriedade geométrica de que se utiliza ndo é extensivel para o caso bicromético (Stanoi
et al, 2001).

O método proposto em Stanoi et al (2001) divide o processamento da consulta em

duas fases:

e Primeiramente, dado um conjunto de dados do tipo A armazenado em uma R-tree

e um elemento de consulta s,, calculam-se os limites da regiao de influéncia I,,.

e Na segunda fase utiliza-se a regiao de influéncia encontrada e para recuperar todos

os pontos do tipo B, armazenados em outra R-tree, que estao dentro desta regiao.
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A figura 3.4 exemplifica as duas fases do método, sendo que a figura 3.4(a) representa

a primeira fase do método e a figura 3.4(b) representa a segunda fase.

Legenda
Conjunto de Dados
° o o © o o @ Elemento do tipo A
° O 0O O Elemento do tipo B
: O
(] © O
O
O o O lq
o o - ® Ol o O
O
(] o 0 .
Regido de influéncia Iq

(a) Fase 1: Computa a regiao de in- (b) Fase 2: Recupera pontos ba-
fluéncia I, seado em I

Figura 3.4: Exemplo de uma consulta RNN em duas fases do método de Stanoi et al
(2001)

A segunda fase do algoritmo é simplesmente uma consulta por abrangéncia dentro
dos limites da regiao de influéncia /,. Entretanto, a primeira fase do método precisa ser
melhor definida, pois a solugao bésica para computagao da regiao de influéncia consiste

em comparar a posicao de s, com todos os elementos do tipo A.

A forma proposta para reduzir esse custo é utilizar aproximactes para encontrar a
regiao de influéncia. Essa fase é subdividida em duas etapas. Na primeira etapa é compu-
tada uma aproximagao da regido de influéncia Approz(I,). Esta aproximagcao ocorre com
a localizacdo dos NN dos dados do tipo A em cada um dos quadrantes que junto com o
elemento de consulta, possibilita determinar esta regido aproximada Approx(l,). Como
segunda etapa, ¢é realizado um refinamento desta aproximagao que define os limitantes da

regiao que melhoram a primeira aproximacao, garantindo assim uma resposta correta.

3.5 Algoritmos RkNN com aproximacao

As abordagens usadas nos algoritmos com aproximacao propiciam uma execucao eficiente
em dados de alta dimensionalidade ou com valores grandes de k, porém nao garantem o
retorno de todos os resultados. A seguir sao apresentadas as abordagens de Singh et al
(2003) e de Xia et al (2005), ambas baseadas em aproximagao para buscas RENN em

dados de alta dimensionalidade.
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3.5.1 Abordagem de Singh et al. (2003)

O método proposto por Singh et al (2003) é baseado na premissa que as consultas
RENN (s4, k) e kNN (s,, K) sao correlacionadas para um K suficientemente maior que k.
O algoritmo consiste em recuperar candidatos através de uma consulta aos K vizinhos
mais proximos de s, e posteriormente, verificar os candidatos através de consultas por
abrangeéncia.

Contudo, a correlacao entre RkNN e kNN nao ¢é forte. Logo, K deve ser suficiente-
mente grande para reduzir falsos negativos', o que o faz muito custoso para valores muito

grandes de k.

Algoritmo RN N

A figura 3.5, encontrada em Singh et al (2003, p. 93), resume o processamento da consulta
RNN. O método ¢ dividido em duas etapas, sendo que a segunda, conhecida como etapa

de filtragem, é feita em dois passos.

Elemento de Consulta sq
Parametro de Consulta k

Consulta k-NN para encontrar
candidatos para RNN(sq)

Eliminacao eficiente de alguns
candidatos pelo uso de calculo| Etapalda
de distancias locais Filtragem
|
Etapa ll da
Boolean Range Query (BRQ) Filtragem

Resultado Final

Figura 3.5: Algoritmo proposto para RN N por Singh et al (2003, p. 93)

A primeira etapa é a execugao de uma consulta kNN que retorna os candidatos a
serem analisados na préoxima etapa. O valor k desta consulta é dependente do conjunto
de dados e pode ser estimado por experimentos, como mostrado no artigo.

Apoés essa etapa, inicia-se a etapa de filtragem. O primeiro passo da etapa de filtragem
elimina elementos do conjunto de candidatos pelo cédlculo da distancia local, verificando
se dentre os candidatos, um elemento tem k outros candidatos mais préximos de si antes

do elemento de consulta s;. No caso de um algoritmo RN N, o valor de k ¢ um.

No caso de consultas RkNN, falsos negativos sdo elementos que sio RkN N, mas nio aparecem no
conjunto resposta
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O segundo e ultimo passo da etapa de filtragem utiliza o conceito Boolean Range
Queries para eliminar candidatos que nao sao RNN do elemento central de consulta.
Uma Boolean Range Queries BRQ)(sq,7) retorna verdadeiro se o conjunto {s; € S |
d(sq,si) < r} nao ¢é vazio e retorna falso caso contrario, sendo mais eficiente que uma
consulta R,. Assim, se a Boolean Range Queries retorna falso, entao o elemento é RN N,

caso contrario ele nao é.

Variantes da consulta RNN

Singh et al (2003) também descrevem em seu artigo como adaptar o método para realizar
consultas RENN. Eles definem o conceito Count Range Queries que substitui o algoritmo
de Boolean Range Queries no ultimo passo da segunda etapa do método proposto. O
algoritmo de Count Range Query, considerado uma generalizagao do boolean range query
para k arbitrario, realiza uma consulta R,(s;,&;), em que & = d(s;, s,), verificando se a

consulta R, sobre o candidato s; contém k outros elementos.

3.5.2 Abordagem ERkNN

Xia et al (2005) apresentam uma alternativa de consulta REN N baseada em estimativas
que faz uso de um framework de filtragem e refinamento. O algoritmo 3.3 contém o
pseudocddigo da consulta REN N baseado em estimagao (ERkNN), contendo claramente

a etapa de filtragem e uma posterior etapa de refinamento.

Algoritmo 3.3: ERENN(T, s, k)
Entrada: T ¢é uma arvore de indexacao, sé o elemento de consulta, k£ é um inteiro
Resultado: Conjunto resposta de RkN Ns

1 A=g;

2 Filtragem(T, s,, k, A);

3 Refinamento(T', s, k, A);

A etapa de filtragem encontra candidatos a REN N baseada nas estimativas de distan-
cia kNN (distancia de um elemento ao seu k-ésimo vizinhos mais préximo). Esse filtro
baseado em estimativas possibilita um baixo custo computacional, melhorando a veloci-
dade das consultas RkN N. Por conseguinte, a etapa de refinamento verifica os candidatos
através de consultas por abrangéncia.

Sao propostos dois métodos para a estimacao da distancia kN N local, o método PDE e
o método kDE. O método PDE é baseado no estimador de densidade de Parzen com nticleo
uniforme, que é o mais comumente utilizado estimador de densidade nao paramétrica. Ja
o método kDE ¢ baseado numa dedugao do estimador de densidade kNN (Xia et al,
2005).
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Os procedimentos para a filtragem e refinamento da ERKNN sao implementados tendo
como base de armazenamento a estrutura de dados RdNN-tree (Yang e Lin, 2001). A
modificagao realizada nessa estrutura para suportar a proposi¢ao deste artigo consiste
em definir uma constante K suficientemente grande que garanta uma boa aproximacao e
armazenar as distancias K NN em vez que armazenar as distancias ao NN.

O procedimento de filtragem percorre a arvore aplicando a seguinte estratégia de poda:
Se MinDist(N;,s,) > MarEQ(N;), entdo o n6 N; pode ser podado. MaxEQ(N;) é a

estimativa de distancia kNN e é definido pelo método PDE como

MazEQ(N;) = MaxDnny - ,d/% (3.1)

e para o método kDE como

MazDnng - [[126(1+5) para k> K

MazxEQ(N;) = MaxDnny para k= IC (3.2)
MaxDnny
=T+ 1) para k< IC

Desde de que MaxDnnyg = Maz" dnng(s;), MaxED(N;) = Max]",ednny(s;) onde
ednng(s;) é a estimativa de distancia kNN de s;, sendo s; um elemento em Nj;.

O processo de Refinamento realizado apds a primeira etapa tem uma fase em meméaria,
verificando se os candidatos podem ser eliminados através de uma consulta R, sobre o
conjunto de candidatos, e uma fase completa, verificando se os candidatos restantes podem

ser eliminados através de uma consulta I, na RANN-tree.

3.6 Abordagem TPL

Tao et al (2004) desenvolveram uma proposta baseada na propriedade 3.3.

Propriedade 3.3 Dado um elemento qualquer s; da base de dados em um espaco e um
elemento central de consulta s,, a bissetriz da reta que passa por s; e s, divide o espaco
em dois semi-espagos: um que contém s; e outro que contém s,. Nenhum elemento que
esteja mo mesmo semi-espaco que contém s; pode estar em RENN(s4, 1), uma vez que

esse elemento necessariamente estard mais proximo a s; do que de s,.

Assim Tao et al (2004) propde armazenar conjuntos de dados multidimensionais com
distancia euclidiana em uma R-tree e utilizar-se a propriedade 3.3 para efetuar a poda de
nos baseando-se nas distancias dos vértices de seus MBR a s; e a s,. Para isso ¢ usada a
distancia euclidiana de um elemento (cada um dos vértices do MBR) ao hiperplano que bi-
secciona o espaco, agilizando a resposta a consultas RkN N em espagos multidimensionais

de qualquer dimensao usando a métrica euclidiana.
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A técnica é entao generalizada para tratar qualquer nimero k de vizinhos reversos,
combinando semi-espacos gerados por k elementos da base de dados. No entanto, essa
combinacao reduz rapidamente a capacidade de poda. Assim, embora a técnica seja
aplicavel a conjuntos de dados com dimensionalidades maiores do que 2 ou 3, ela ainda
¢ limitada a baixas dimensionalidades (uma vez que a técnica baseia-se nas R-trees, as
quais notoriamente degradam rapidamente e se tornam inviaveis para dimensionalidades
superiores a 10 (Berchtold et al, 1996)), e é efetiva apenas para valores baixos de k. Na
realidade, Tao et al (2004) mostram o comportamento da técnica apenas para um limite
maximo de £ = 16 e dimensionalidade maxima de 5 dimensoes. Além disso, a técnica é
restrita a utilizacao da distancia euclidiana.

A figura 3.6 apresenta exemplos de poda dos semi-espagos, sendo a figura 3.6(a) exem-

plo da abordagem com k =1 e a figura 3.6(b) da abordagem com k = 2.

®s; \
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®s
(a) Poda com um elemento (b) Poda com dois elementos

Figura 3.6: Ilustracdo da poda por semi-espagos (Tao et al, 2004)

3.7 RENN em espacos métricos

Todas as abordagens apresentadas até aqui sao implementadas em métodos de acesso
espaciais, em especial na R-tree e em suas variantes. Dentre essas abordagens, as unicas
que podem ser adaptadas para espacos métricos sao as de pré-computacao de Korn e
Muthukrishnan (2000) e a técnica de Yang e Lin (2001), porém elas nao sao aplicaveis a
k arbitrario, nem a bases de dados dinamicas.

Nesta secao, sao apresentadas as abordagens que tratam da implementacao especifi-

camente em espagos métricos.

3.7.1 Abordagem de Tao et al. (2006)

Uma técnica proposta para espagos métricos é apresentada em Tao et al (2006). Ela
consiste na implementacao de uma consulta RkNN exata e eficiente que funciona para
todos os tipos de métricas (euclidianas ou nao) e fungoes de distancia, porém limita o
valor de k a f,, (capacidade minima de um né da arvore) e seu desempenho degrada

rapidamente com o aumento de k.
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Os autores assumem 3 premissas para propor o algoritmo: O processo da consulta
utiliza somente as distancias entre os elementos. Os dados sao indexados em uma M-tree
e o parametro k£ da consulta é menor que f,;, da M-tree. Além disso, o algoritmo é

baseado na observacao do lema 3.1 e dele derivam-se todas as regras de poda.

Lema 3.1 Seja s; um elemento indevado, s,, o elemento representante de uma subdr-
vore, maxNDy(s;) a distancia mdzima em que se encontrard o k-ésimo wvizinho mais
prozimo de s; e maxrN Dy(s,,) a distancia mdzima a que, dentre todos os elementos da
subdrvore, encontra-se o k-ésimo vizinho mais proximo deles. A subdrvore N; de um no
iterno nao pode conter nenhum resultado de uma consulta RENN se a distancia minima
MinDist(s,,,s,) entre s, € sq € ao menos maxN Dy(s,,). Similarmente, um elemento s;

nao pode satisfazer s, se d(s;, sq) > maxNDy(s;).

A figura 3.7(a) ilustra as regras de poda para os nés internos da M-tree. Considerando
54 como o elemento de consulta, s,, e &, respectivamente o elemento representante e
o raio de cobertura da subarvore, se k = 1 entdo a subdrvore pode ser podada (nao
necessita ser visitada) se d(s,,,s,) > 2¢,. Para k > 1, ha duas regras de poda. A
primeira diz que a subdrvore pode ser podada se d(s,,,s,) > 3¢,. Contudo a segunda
regra mostra que se existirem k — 1 elementos s; ja processados na consulta de modo
que d(s,,,sq) > 2&,, +mart=}(2¢,, +d(s,,, s;)), entdo a subarvore pode ser podada. Para
diminuir o calculo de distancias exigidas por essas regras, embora perdendo poder de poda,
¢ proposta uma terceira regra que consiste em substituir d(s,,, s;) por | d(sy,, 8¢) —ds, s, |,
sendo dsri srp & distancia de s,, ao elemento pai s,, da subarvore que o contém.

A figura 3.7(b) ilustra as podas para nds folhas. A regra é que um elemento s; pode
ser podado se d(s;,s,) > maxNDy(s;) e, similarmente as justificativas dadas para a
terceira regra de poda para nds internos, ha uma regra que permite substituir d(s;, s,)
por | d(sy,, 8q) — ds;s,, |-

Baseando-se nestas regras, foi proposto um algoritmo de filtragem e refinamento. Na
etapa de filtragem, é encontrado um conjunto de candidatos S, executando um percurso
em profundida na M-tree segundo as regras de poda. Esse candidatos sao entao verificados
na etapa de refinamento por um algoritmo kN N adaptado, parando assim que o candidato

¢é confirmado como nao sendo um dos RENN.

3.7.2 Abordagem MRkNNCoP-tree

Achtert et al (2006b) propde uma nova estrutura de indexagao que é uma extensao da
M-tree (Ciaccia et al, 1997) para resolver as consultas RkNN. Conceitualmente similar
a RANN-tree (Yang e Lin, 2001), esta nova estrutura, conhecida como MRKkNNCoP-tree,
armazena aproximagoes progressivas e conservativas para todas as distancias kNN ao

invés da distancia kNN de um k pré-fixado. A limitacao da proposta dos autores é que
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2&r; + d(sr;,s7)

Figura 3.7: Ilustracao das regras de poda (Tao et al, 2006)

k deve ser menor ou igual a um k., que ¢ dependente de como a estrutura de dados
é criada. Assim, para consultas com k& > k., nao ha garantia de resultados corretos
(Achtert et al, 2007, 2006b).

A aproximacao conservativa é sempre maior ou igual a distancia kNN real. Logo, ela
permite identificar elementos que podem se descartados se a distancia entre ele o elemento
de consulta estiver mais distante do que essa aproximacao. Além disso, a aproximacao
progressiva ¢ sempre menor ou igual a distancia real, possibilitando encontrar elementos
RENN se a distancia entre ele e o elemento de consulta é inferior a aproximagcao progres-
siva. Assim, os elementos que tem distancia ao elemento de consulta menor ou igual que a
aproximacao conservativa e maior que aproximacao progressiva sao candidatos a RENN e
devem passar por um refinamento. Este refinamento consiste em realizar consultas kN N
sobre os candidatos e verificar se s, pertence ao conjunto resposta.

A figura 3.8 ilustra a ideia do uso destas aproximagoes. Se s,, é o elemento de consulta,
s1 ¢ RENN dele e nao necessita de nenhum refinamento. Agora, se s, é o elemento de
consulta, s; pode ser seguramente descartado, pois nao sera RENN. Enfim, se s, ¢
o elemento de consulta , s; é um candidato e precisa passar por um refinamento para

verificar se é RENN do elemento de consulta.

T .. - @Proximag&o conservativa da distancia ao KNN

S1
®

[ 5
Sq 1. Sq 2

"""\méb.roiamagéo progressiva da distancia ao KNN

Figura 3.8: Ilustracao do uso de distancias kNN conservativa e progressiva (Achtert
et al, 2006b)
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3.7.3 Abordagem AMRKNN-tree

Uma solucao para o problema de realizar consultas REN N em espagos métricos para um
k arbitrario é proposto em Achtert et al (2006a) e posteriormente estendido em Achtert
et al (2007). Esta solucao, entretanto, fornece apenas resultados aproximados.

Similar a proposta de Achtert et al (2006b), o algoritmo da consulta é implemen-
tado numa estrutura de indexacao desenvolvida especificamente para essa proposta, a
AMRKNN-tree. Essa estrutura é uma extensao da M-tree (Yang e Lin, 2001) que ar-
mazena aproximagoes de todas as distancias kNN para um parametro k., que nao é
limitante da consulta. Uma funcao foi proposta para calcular a distancia kNN para qual-
quer k utilizando as aproximacoes armazenadas. O algoritmo faz um percurso tinico sobre
a arvore, usando aquela funcao para verificar as sub-arvores e elementos que podem ser
descartados e retornando elementos que sao considerados RkN N do elemento de consulta,
sem a necessidade de um etapa de refinamento.

Assim, a proposta possibilita consultas para um k arbitrario e com desempenho supe-

rior em relacao as outras propostas, porém com resultados aproximados.

3.8 A abordagem k-counting e k-browsing

Recentemente, Lee et al (2008) propuseram duas abordagens para resolver uma nova
variante da consulta RkENN na R-tree, a consulta aos vizinhos mais préximos reversos
ranqueado (RRNN). Essa consulta parte da ideia que o objetivo principal da consulta
RENN é determinar o conjunto de influéncia, isto é, o subconjunto de elementos em S
considerados influenciados pelo elemento de consulta s,. Assim, é definido o conceito de

grau de influéncia (k,,) conforme a definiao 3.1.

Definicao 3.1 Grau de influéncia: dado um conjunto de dados S e um elemento
de consulta s,, o grau de influéncia de s, em s, € S, denotado por k,,, € o nimero
de elementos nao mais distintes de s, do que de s,. Formalmente, ks, = |{s}]s, €
X U {sp} Ad(s,,sp) < d(s),84)} onde X = S — {s,} (caso monocromdtico) (Lee et al,
2008).

Utilizando essa definigao de grau de influéncia, a solu¢ao de uma consulta RRN N (s, )
obtém t tuplas (s;, ks,) ordenadas de forma decrescente por ks, onde s; € S e ks, é o
grau de influéncia. Ambas as abordagens propostas para solucionar a consulta RRN N,
conhecidas como k-counting e k-browsing, progressivamente obtém um grau de influéncia
estimado para um subconjunto de elementos realizando apenas um percurso na arvore. A
diferencga chave entre as abordagens estd na funcao de ordenacao adotada e no nimero de
elementos visitados durante o processamento da consulta.

Objetivando otimizar o nimero de elementos processados, o algoritmo k-browsing

destacou-se por seu melhor desempenho experimental em termos de acesso a disco e
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tempo. Essa algoritmo permite a otimizagao através da visita aos elementos em ordem de
seus graus de influéncia e, por isso, uma nog¢ao de miny, ¢ introduzido e usado no algoritmo
com o proposito de eficientemente processar a consulta RRNN. O min de uma elemento
é a estimativa de um limitante minimo de k£ baseado em distancias métricas e utilizando-se

apenas de desigualdade triangular.

3.9 Abordagem AKKRZ

A primeira solucao para a consulta REN N em espacos métricos sem restricao é conhecida
como AKKRZ (Achtert et al, 2009). Essa abordagem AKKRZ combina grupos de abor-
dagens existentes (self-prunning e mutual-pruning) com o propédsito de reduzir o niimero
de acessos a disco durante o percurso no MAM, produzindo os resultados com apenas
uma etapa. Embora o algoritmo desenvolvido para realizar a consulta RENN seja dife-
rente dos desenvolvidos por Lee et al (2008), as estratégias de podas desenvolvidas para
o calculos limitantes minimos e méaximos deste artigo sao semelhantes aos demonstrado

por Lee et al (2008) no algoritmo k-browsing.

3.10 Consideracoes finais

A tabela 3.1 resume os métodos para implementacao da consulta RENN com as consi-
deracoes pertinentes. Verifica-se que, até hoje, quase a totalidade das técnicas de busca
por vizinhos mais préximos reversos tém pelo menos uma das seguintes limitagoes: (a)
estao restritas a valores de k = 1 ou k limitado; (b) operam apenas em espacos multi-
dimensionais de dimensionalidade muito baixa (2 ou 3 no méximo); (c) operam apenas
em espagos com métrica Euclidiana; (d) podem ser usadas apenas em conjuntos de dados
estdticos; (e) apresentam respostas aproximadas.

Nesta monografia, desenvolveu-se uma técnica para executar buscas exatas pelos k-
vizinhos mais préximos reversos em conjuntos de dados dinamicos em espacos métricos,
que sera apresentada no capitulo seguinte. Com isso, as limitagoes (b) e (c) sdo superadas
pela prépria definicao do modelo de espago que sera considerado, uma vez que, baseando-
se em uma métrica qualquer, tanto a restricao da métrica ser euclidiana quanto a propria
necessidade de haver dimensoes desapareceram. As demais limitacoes foram superadas

utilizando técnicas de indexacao em espacos métricos e técnicas de podas apropriadas.
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Tabela 3.1: Resumo dos métodos para implementagao da consulta REN N apresentados

’ Métodos ‘ Consideracoes
Algoritmos com pré- | Bases de dados nao dinamica com
computacao RENN para k=1

Algoritmos com pro-
priedades euclidianas

Espaco euclidiano bidimensional

Algoritmos com apro-
xXimagao

Solugao aproximada

Algoritmo TPL

Espaco Euclidiano - solucao exata
com valor de k do operador

RENN limitado

Tao et al (2006) e
MREKNNCoP-tree

Solucao exata com valor de k do
operador REN N limitado superi-
ormente

AMRKNN-tree

Solugao aproximada

k-counting, k-
browsing e AKKRZ

Solucoes exatas

neste capitulo




4

Algoritmo RENN-MG e podas
utilizando lei dos cossenos

4.1 Consideracoes iniciais

A abordagem proposta neste trabalho combina a eficiéncia da desigualdade triangular
para a poda de elementos no espaco de busca com uma inovacao criada neste trabalho,
que é a poda eficiente de subdarvores pela leis dos cossenos em espacos métricos. Esta
proposta assume que o conjunto de dados estda em um espaco métrico isometricamente
imersivel num espaco euclidiano. A descricao feita neste capitulo, bem como os expe-
rimentos apresentados no capitulo seguinte assume que os dados estao indexados numa
Slim-tree, mas os conceitos desenvolvidos podem ser estendidos para a maioria das estru-
turas de indexacao de dados em espacos métricos. Para efeito de facilitar a compreensao,
as explicacoes e ilustracoes presente neste capitulo sao em espaco euclidianos bidimensio-
nais, que sao mais faceis de se ilustrar graficamente e mais intuitivas, mas nao se limitam
a este espaco, pois os conceitos desenvolvidos sao genéricos para qualquer espaco métrico

isometricamente imersivel num espaco euclidiano.

A segao 4.2 deste capitulo contém uma explanagao geral do algoritmo RENN-MG,
enquanto a secao 4.3 detalha todos as podas propostas e o conceito min, utilizado. Por
fim, a secao 4.4 apresenta o algoritmo desenvolvido, que ¢ utilizado para a avaliacao da

eficiéencia das novas podas propostas.

69



70 Capitulo 4. Algoritmo RENN-MG e podas utilizando lei dos cossenos

4.2 Visao geral do algoritmo RENN-MG

O algoritmo RENN-MG (Reverse k-nearest neighbor query using metric geometry - con-
sulta aos k-vizinhos mais proximos reversos usando geometria métrica) tem como premissa
ordenar os acessos aos elementos ou as entradas de nds indices baseado na vizinhanca co-
nhecida dos elementos de resposta. A figura 4.1 ilustra a ideia do algoritmo, que atua
analisando um a um (explorando) elementos préximos ao centro de consulta. Baseado em
dois elementos ainda nao explorados s; e s;, o algoritmo deve explorar antes o elemento
s; que tenha o grau de influéncia ks, menor que o grau de influéncia r,, do elemento s;.
Contudo, os graus de influéncias exatos nao sao conhecidos sem explorar outros elementos
e entradas de nés. Por isso, uma questao que este algoritmo apresenta é como determinar

a ordem de acesso entre s; e s; sem o conhecimento de seus graus de influéncia.

Como solucao, ¢é utilizada a nocao de min,, associado a todo elemento ou entrada
de nés indice, para representar o niimero minimo de elementos que estao mais proximos
aos seus elementos associados ou entrada de nés indice do que ao elemento de consulta.
O conceito de min, foi inicialmente proposto para o algoritmo k-browsing, porém, no
RENN-MG, esse conceito é melhorado utilizando-se de geometria em espacos métricos.
Basicamente, min, é o limitante minimo do grau de influéncia de um elemento ou todos
os elementos internos a um né da arvore. Um elemento ou entrada de né indice com
um man,, relativamente grande obviamente tem menos probabilidade de ser ou conter os
elementos mais influentes, e assim a prioridade de acesso deve ser para quem tem menor
min,. Usando o conceito de min,, o algoritmo pode também podar eficientemente o

espaco de busca.

Figura 4.1: Visao geral do algoritmo RENN-MG
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4.3 Conceito min, utilizando geometria métrica

Neste trabalho, a estimativa para min, proposta explora as propriedades de imersao
isométrica de espacos métricos em espacos euclidianos e usa novas estratégias que se
beneficiam da lei dos cossenos e de pontos de tangéncia em subarvores da Slim-tree.
Basicamente, o método proposto utiliza a propriedade 4.1 definida a seguir, definida
para o algoritmo TPL. A propriedade 4.1 é valida para espagos métricos imersos iso-
metricamente num espago euclidiano, os quais também possibilitam empregar lei dos
cossenos para realizar o calculo da distancia de uma bola da arvore a um hiperplano.
Considere-se o hiperplano H definido por dois pontos s; e s, formado pelos pontos sy,
tal que d(s;, s,) = d(sq, sn), que separa espago original em dois subespagos. A questao
de como podar regices definidas pelos nés que constituem o MAM depende de como o
calculo da distancia de um elemento ao hiperplano H é definida. Para espacos métricos
isometricamente imersiveis num espaco euclidiano, o calculo dessa distancia pode utilizar
a lei dos cossenos e ser expressa apenas em funcao da distancia entre trés pontos s, s; € s;
da seguinte maneira: Considere-se um elemento hipotético s, tal que a distancia de s, ao
hiperplano seja igual & distancia de s; ao hiperplano e que d(s,, s;) = d(sq, $z) + d(Sz, S;)
(veja figura 4.2). A lei dos cossenos permite que a distancia de s; a s, seja determinada
pela equagao d(s;, s;)? = d(s;, si)* — d(sq,5;)* + d(84, 5:)*. Desenvolvendo-se essas equa-
coes, chega-se que a distancia de s; ao hiperplano orientado pelo eixo coordenado SE; é

dada por:
d(sq, 55)* — d(si, 55)°
2 x d(sq, Si)

du(Sq, Si;85) = (4.1)

Com isso, pode-se utilizar a propriedade 4.1 para realizar a poda de sub-arvores de uma

estrutura de acesso métrico indexando os elementos a serem pesquisados.

H

Figura 4.2: Ilustracao do célculo da distancia ao hiperplano

Propriedade 4.1 Dado um elemento qualquer s; da base de dados em um espaco métrico
e um elemento central de consulta s,, a bissetriz da reta que passa por s; e s, divide o

espaco em dois semi-espagos: um que contém s; e outro que contém s,. Nenhum elemento
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que esteja no mesmo semi-espago que contém s; pode estar em RENN (s, 1), uma vez que

esse elemento necessariamente estard mais proximo de s; do que de s,.

A equacao 4.1 baseia-se apenas em distancias entre elementos conhecidos e permite
podas equivalentes aquelas utilizando a propriedade da desigualdade triangular. Contudo,
pode-se estender este cdlculo para determinar as distancia ao hiperplano das entradas dos
nés indice da arvore. Essa extensao é mais eficiente do que a poda por desigualdade
triangular, como pode ser observado nos experimentos apresentados do capitulo seguinte.

Antes de realizar a demonstracao das novas podas derivadas da equacao 4.1, cabe
comentar algumas propriedades e equagoes auxiliares que auxiliam no entendimento dos
célculos que devem ser realizados. A equacao 4.2 representa a distancia do elemento s; a

reta que passa por 5,5; (altura do triangulo As,s;s;, como exemplificado na figura 4.3).

height(s,, si; ;) = m X \/2(d(sq, 5i)2d(si, s5)2+
d(sq,5:)%d(sq, 55)* + d(si, 55)%d(sq, 55)%) = (4.2)
(d(sq, s0)* + d(si, 55)* + d(sq, 55))

Figura 4.3: Ilustracao de height(s,, s;; s;)

Além desta equacao, as propriedades 4.2 e 4.3 permitem decidir quando elemen-
tos ou entradas de noés indices nao auxiliam a estimativa do grau de influéncia nem
parcialmente nem completamente na estimativa do min, de um elemento ou entrada
de no indice sem realizar nenhum céalculo extra. A figura 4.4 exemplifica a proprie-
dade 4.2 e contém o elemento de consulta s, coberto pela bola da entrada de né in-
dice Nj, enquanto que a propriedade 4.3 ¢ ilustrada na figura 4.5, a qual mostra que
minDist(sy, N;) >= 2maxDist(s,, N;). Por fim, usa-se a seguinte notagao: as subdrvores
do MAM sao notadas como N, tendo o elemento representante s, e raio de cobertura &,.
Para manter a generalidade e para evitar repeticoes nas explicagoes, considera-se que um

elemento s, é representado por N, com elemento representativo s, e raio de cobertura 0.
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Propriedade 4.2 Dado um elemento de consulta s,, uma entrada de né indice N; e um
congunto V' de elementos e entradas de nos indices, se minDist(s,, N;) = 0 entdo nenhum

dado em V incrementard o min,(N;, s,, V) para todo N; e, portanto, um refinamento de

N; € necessadrio.

Figura 4.4: Ilustracao da propriedade 4.2

Propriedade 4.3 Dado um elemento de consulta s,, uma entrada de né indice N; e um
elemento ou entrada de no indice N; pertencente ao conjunto de elementos e entradas
de nds indices mantidos em V', se minDist(s,, N;) >= 2mazDist(s,, N;), entdo nenhum

elemento que pertence a N; contribui para ming(N;, s, V) e, portanto, pode ser podada
da verificagao em N;.

2max Iist(sq,Nj)

Figura 4.5: Ilustracao de propriedade 4.3

A partir deste ponto, apresenta-se progressivamente as explicagoes do calculo da dis-

tancia ao hiperplano para entradas de nés indices com o objetivo de facilitar a compreensao
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dos resultados obtidos. Inicialmente, considera-se que a verificagao da distancia ao hiper-
plano nao ¢ apenas de um elemento s;, sendo, portanto, uma entrada de né indice N;.
Essa generalizagao, presente na equacao 4.3, é facilmente definida mantendo o mesmo cal-
culo basico anterior e diferenciando apenas a verificacao de poda, que ao invés de podar

se essa distancia for maior que 0, poda-se sempre que a distancia for maior que §;.

d(sq,5;)% — d(si,5;)°
2 x d(sq, Si)

dr (84,83 Nj) =

A proxima generalizacao é feita pela verificacdo que o auxiliar da poda s; nao é sim-
plesmente um elemento, mas uma entrada de um né indice da arvore N; (e, portanto, s; é
o representativo de uma subarvore que define uma bola de raio §;). Para melhorar a efici-
éncia do algoritmo, foram desenvolvidos novos calculos que sao baseados na propriedade
equivalente da geometria plana “Por um ponto s; externo a uma circunferéncia é possivel
tracar duas retas que tangenciam a circunferéncia em pontos distintos, cujas distancias ao
ponto dado sao iguais”. Essa propriedade pode ser generalizada para espacos euclidianos
de qualquer dimensionalidade considerando uma hiper-esfera no lugar da circunferén-
cia, e também para espacos métricos isometricamente imersiveis em espagos euclidianos
considerando-se que as duas retas devem estar no mesmo plano que contém s;, o centro
da hiper-esfera IV;, s;, o centro da hiper-esfera N; e o elemento central de uma consulta.
Esses célculos dividem-se em dois casos especificos, dependentes de minDist(Nj, s;) ser
igual a zero ou diferente de zero. No caso quando minDist(N;, s;) = 0, encontram-se dois
pontos de tangéncia imaginarios (s;,, € s;,,) sobre IV; em relacdo ao objeto s, e utilizam-se
estes dois pontos como auxiliares para a detecgao de pontos imaginérios e representativos
para V;, de forma que seja possivel tracar os hiperplanos e verificar as podas. No segundo
caso, quando minDist(N;,s;) > 0, encontram-se dois pontos de tangéncia imaginarios
(sj,, € Sj,) sobre N; em relagdo ao objeto s; e utilizam-se estes pontos como auxiliares
para a deteccao de pontos imaginarios e representativos para N;, de forma que seja pos-
sivel tragar os hiperplanos e verificar as podas. Observa-se que em ambos os casos o0s
dois pontos sao imaginarios e portanto nao é possivel aplicar uma funcao de distancia
sobre eles. Porém é possivel determinar as varias distancias entre os elementos baseados
na geometria métrica e no conhecimento das distancias d(sq, s;), d(sq, ;) € d(s;, s;) e dos
raios & e ;. A figura 4.6 contém uma ilustracao dos pontos de tangéncia (sj,, e s;,,) sobre

N; em relagao a s;.
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Figura 4.6: Exemplo de como encontrar os pontos de tangéncia

Inicia-se agora a apresentacao dos calculos para a definicao da distancia ao hiperplano

quando N; é uma entrada de né indice. Pode-se dividir esses calculos em 3 grupos:

1. Quando d(s,,s;) > d(s;,sj) e minDist(N;,s;) = 0, o calculo de dy(sq, Ni; N;) é

definido segundo o lema 4.1. A figura 4.7 contém uma representacao geométrica

bidimensional do célculo da distancia ao hiperplano segundo o lema 4.1. Observa-se

que o ponto s, é externo a /V;, porém ele é o representativo de N;, o que permite

realizar uma poda exata.

Lema 4.1 Seja s, um elemento de consulta, N; um elemento que é uma entrada de

no indice ou um elemento e N; uma entrada de no indice pertencente ao conjunto

de elementos e entradas de nos indices mantidos em V. Se d(s,,s;) > d(s;, ;)

e minDist(N;,s;) = 0, entdao € possivel definir um ponto imagindrio s, que serd

representativo para N; e a distancia deste ponto ao hiperplano sdo definidos da

sequinte maneira:

d(sq, Sp)

d(sq, sp)
height,
heights

&1

Co

d(s;, 5p)
dr(Sq, Niz Nj)

d<5qv Si)2 - 512
w ~+ &

Joxe

height(sg, Si, S;)
height(s,, Sp, Si)

\/d(si, sj)? — height?

\/d(si, sp)? — height?

V(c1 + c2)? + (heighty + height,)?
d(sg,8;)% — d(sj, 5p)
2 % d(sq, sp)
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Figura 4.7: ITlustracao do lema 4.1

2. Quando d(sq, s;) > d(s;,s;) e minDist(Nj,s;) > 0, o célculo de dg(sy, Ni; N;) é
definido segundo o lema 4.2. A figura 4.8 ilustra esse segundo caso para o calculo

da distancia ao hiperplano relativo ao elemento imaginario s,.

Lema 4.2 Seja s, um elemento de consulta, N; uma entrada de né indice ou ele-
mento de um no folha e N; uma entrada de no indice pertencente ao conjunto de
elementos e entradas de nos indices mantidos em V. Se d(sq,s;) > d(si,s;) e

minDist(N;,s;) > 0, € possivel definir um ponto imagindrio s, que serd represen-
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tativo para N; e os cdlculos que definem este ponto e a distancia ao hiperplano sao

definidos conforme dado a sequir:

w = y/d(s;, 55)* =& (4.13)
C..q o C..9
hipy — hips
d(si,s,) = %(SSJ) (4.14)
Alss5) = J(wtdsi ) + & (4.15)
height, = height(sy, Si, S;j) (4.16)
¢ = \/d(si, sj)? — height? (4.17)
sinfa — 3) = sin(a) cos() — cos(«) sin(3)
sin(a — B) = heighty, w ¢ & (4.18)
d(Si,Sj) d(Si,Sj) d(si,sj) d(Si,Sj) ’
heights = sin(a — ) x d(s;, sp) (4.19)
cos(a — ) = cos(a)cos(f) + sin(a) sin(3)
B c1 w height; &
wela—f) = A5 5,) d(s1r57)  d(s1,5,) (51, 5,) 420
o = cos(a— ) xd(s;,sp) (4.21)
d(sq, sp) = \/(d(sq, s;) + c2)% + (heights)? (4.22)
d N2 d(s.: 2
I (4.23)

Figura 4.8: Ilustragao do lema 4.2

3. Quando d(sq, s;) < d(si,s;) e minDist(Nj,s;) > 0, o célculo de dg(sy, Ni; N;) é

definido segundo o lema 4.3. A figura 4.9 ilustra esse caso.
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Lema 4.3 Seja s, um elemento de consulta, N; uma entrada de no indice ou ele-
mento e N; uma entrada de no indice pertencente ao conjunto de elementos e entra-
das de nds indices mantidos em V. Se d(sq,sj) < d(s;,s;) e minDist(N;,s;) > 0,
¢ possivel definir um ponto imagindrio s, que serd representativo para N; cuja dis-

tancia ao hiperplano pode ser definida conforme dado a sequir:

w = y/d(s;, 55)* =& (4.24)
C.Qb.q o C.Q.9
hipy N hips
d(si, sp) = %(88”) (4.25)
Alsjos) = \f(w = d(si,5)) + & (4.26)
heighty = height(s,, si, s;) (4.27)
¢ = \/d(si, s;)? — height? (4.28)
sin(a + #) = sin(«) cos(f) + cos(a) sin(3)
) _ height;  w c1 &;
snle+h) = A(s0057) (s 57) (s 5)) d(Sz‘ij) 4.29)
heights = sin(a+ ) x d(s;, sp) (4.30)
cos(a+ ) = cos(a)cos(F) — sin(a) sin(fF)
cos(a+ 8) = c1 w  heighty & (4.31)
d(sisg) d(siysg)  d(si,s5) d(si, s5) ‘
o = cos(a+ ) xd(si,sp) (4.32)
Asg5p) = £/ (d(sg.5:) — 2)? + (heighty)? (4.33)
)2 ) 2
(g N ) = 2o d(sd(;])’ o) (4.34)

A estimativa de min, é realizada ao longo do percurso para o né indice e utiliza o
calculo de distancia ao hiperplano definido acima para podar elementos e subarvores. O
estado do percurso na arvore que esta sendo examinada é representado por um conjunto
de nos indices e elementos, que aqui é denotado por V. Os elementos e nés indices em
V' constituem o conjunto de dados que nao estao aninhados. No estado inicial, V' contém
apenas o no raiz da arvore. Conforme a algoritmo percorre e expande os nos indices, V
agrega os conjuntos de elementos e nds indices que provém conhecimento mais preciso
quanto a distribuicao dos dados no espaco.

O valor min,, de um dado um elemento s; indica o nimero minimo de elementos que
podem estar mais proximos dele préprio do que do elemento de consulta s,, baseando-se
no conhecimento que pode ser inferido do estado atual do conjunto V. A figura 4.10
exemplifica como o valor min, de s; ¢ estimado. Centrada em s;, a bola com raio igual

a distancia ao elemento de consulta contém alguns elementos e entradas de né indices
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HNi,‘I{l j

Figura 4.9: Ilustracao do lema 4.3

(subarvores). Primeiramente, garante-se que o elemento s;, interno a bola, esteja mais
proximo de s; do que de s,, e, assim sendo, ele é contado junto ao min, de s;. De
maneira similar, a subarvore NNy estd completamente interna a bola centrada em s; com
raio d(s;, s,), o que significa que todos os elementos internos a Ny sdo definitivamente
mais proximo de s; do que de s,. Por isso, N4 contribui com quantidade de elementos na
subarvore, correspondente a Ny.numFElem. Contudo, N; e Ny sdo apenas parcialmente
cobertos pela bola centrada em s;. Com minmaxzdist, pode-se determinar qual subarvore
pode contribuir em ao menos 1 para min, de s;, pois pode-se confirmar se ao menos o
elemento representante do no estda dentro da bola. Por fim, a subarvore N3 estd comple-
tamente fora da bola cir(s;, s,) e, consequentemente, nao contribui para o miny de s;. O
resultado de todas essas avaliagoes faz com que min, neste momento seja estimado como

141+ NynumElem+1. Note que é necesséario adicionar 1 em min;, para representar s,.

) .
S1

Sq

Figura 4.10: Exemplo de min,
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Por isso, baseado no conjunto V' (o estado atual de um espago explorado em termos de
elementos e entradas de nés indice), a seguinte expressao computa o min, de um elemento

s; € o lema 4.4 define a condigao em que min, pode ser finalizado e converge para k:

min,(sq, s;, V) =1+ Z count(sj, N;) (4.35)
N;eV
onde
( 1 se IV; é elemento A dg(sg, Niisj) >0
V

se N; é uma entrada de né indice A
d(sq, 5) > d(s;, 55)N
count(s;, N;) = 1 dr(sq, Ni;sj) <0 (4.36)
N;.numFElem se N; é uma entrada de né indice A
d(sq, sj) > d(s;, s5)A
di(sq, Nizsj) >0

0 caso contrario.

Lema 4.4 Dado um elemento s;, um elemento de consulta s, e um conjunto de elementos
e entradas de nos indices mantidos em V', o valor min,(s;, s, V) € igual a kg, se ndao hd
entradas de nos indices N; € V' que sao semi-cobertos pela bola centrada em s; e com raio

wgual a ds;s,, isto €,

vNq;€V|7m'nclis1§(5j,Ni)galist(sj',sq)777'(1:L'di$t<8j7 Nz) < d(sjv Sq)

Dada uma entrada de né indice N;, o valor min, de N; indica o minimo ndmero
possivel de elementos que sao mais préximos de todos os elementos interno a N; do que
de s4, inclusive se esses elementos sao internos a N;. Comparado com o caso de um
elemento, o calculo de min, para um né indice é mais complicado. Assim a posicao exata
do elementos interno a um né indice sao desconhecidos, mas como sua distancia € limitada
pelo raio de cobertura da subarvore, pode-se estimar min; baseado em geometria métrica

nas subarvores da Slim-tree da seguinte maneira:

min,(sq, N;, V) =1+ Z count(N;, N;) (4.37)
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onde

count(N;, N;) =
( 1 se N; é elemento A dp(sy,si; N;) > &;
V
se N; é uma entrada de né indice A d(sg, s;) > d(s;, 5j)A
dr(sq; Nis Nj) < & N du(sq, 55 Nj) > ¢
N;numElem se N; é uma entrada de né indice A d(sq, s;) > d(s;, s;)A
di(Sq, Niy Nj) > &

L 0 caso contrario.

(4.38)

Por fim, ha quatro condigoes possiveis para que N; possa contribuir para o

min,(sq, N;, V), descritas a seguir.

1. O elemento ou a entrada de né indice N; contribui totalmente para a contagem de

N; e pode ser podado quando:

N; é um elemento A N; é um elemento A d(sg,s;) > d(s;, s;)
\
N; é um elemento A N; é uma entrada de né indice A d(sq, s;) > d(s;, $;)A

dr(sq, Nissj) > OA

V
N; é uma entrada de n6 indice A N; é elemento A dg(sq, si; Nj) > &
V
N; é uma entrada de né indice A N; é uma entrada de né indice A d(s,, s;) > d(s;, s;)
Ndp(sq, Niz Nj) > §;

2. O elemento ou a entrada de né indice N; contribui em 1 para a contagem de N;

mas nao pode ser podado e deve ser melhor examinado quando:

N; é um elemento A N; é uma entrada de né indice A d(sg, s;) > d(s;, 5j)A
di(sq, Nis Nj) < & Ndp(sq,si;Nj) > &
V
N; é uma entrada de né indice A N; é uma entrada de né indice A d(sq, s;) > d(s;, s;)A
du(Sq, Niy Nj) < & Ndu(sq, si; Nj) > &
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3. O elemento ou a entrada de né indice /V; nao contribui totalmente para a contagem

de N; e pode ser podado quando:

Nj; é um elemento A N; é elemento A d(sy, s;) < d(s;, $;)A
minDist(s;, N;) > 0
V
N; é um elemento A N; é uma entrada de né indice A d(s,, s;) < d(s;, $;)\
minDist(s;, Nj) > 0 A dy(sq, Nizsj) <0
V
N; é uma entrada de n6 indice A N; é um elemento A d(s,, s;) < d(s;, $;)\
minDist(s;, N;j) > 0 A dy(sq, si; Nj) < =&
V
N; é uma entrada de né indice A N; é uma entrada de né indice A d(sg, s;) < d(s;, $;)A\
minDist(s;, N;j) > 0 A dg(sq, Ni; N;) < —=§;

4. O elemento ou a entrada de né indice /V; nao contribui para a contagem de NV;, mas
nao pode ser podado e deve ser melhor examinado quando nao obedece a nenhum

dos outros casos.

4.4 Algoritmo RENN-MG

Nesta secao apresenta-se o algoritmo RENN-MG, que é baseado na nocao de ming,
uma estimativa de limite minimo para o nimero de vizinhos k para um elemento. Este
algoritmo é uma versao adaptada do algoritmo k-browsing para consultas RENN (veja
segdo 3.8). No entanto, a nogao de min; apresentada para o algoritmo k-browing é
diferente daquela utilizada neste trabalho, como apresentado na secao anterior.

Embora o algoritmo k-browsing seja adotado para realizar nossos experimentos, to-
das as estratégias de poda propostas neste trabalho podem ser adaptadas para outros
algoritmos existentes na literatura, como o recente algoritmo AKKRZ (veja se¢ao 3.9).

O pseudocddigo do algoritmo RkN N é mostrado no Algoritmo 4.1 e utiliza o algoritmo
4.2 para retirar elementos da fila de prioridade. O algoritmo usa a fila de prioridade P
para deixar elementos e entradas de nds indices nao examinados de acordo com a ordem
decrescente de seus mings. Em caso de empate em que dois ou mais elementos/entradas
de nés indices tenham o mesmo ming, aquele com o menor mindist é tratado primeiro.
Além disso, um conjunto V' é mantido para capturar o conhecimento atual da distribuicao
dos elementos s; € P via um conjunto de elementos e entradas de né indice, baseado no
miny, estimado de cada entrada s; € P.

O algoritmo RENN-MG, descrito no algoritmo 4.1, sempre retira de V' a primeira

entrada até que o min; desta entrada seja maior que k. Todos os elementos e nés indices
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Algoritmo 4.1: FindRknn

© 00w N O oA W N =

NONON NN NN NNDNRRRRRR R B H (B
© ® N 6 O R ® N R O © ® N O U A ® N R O

Input: Um elemento de consulta (s,), a raiz de S(root), o nimero solicitado de k
vizinhos mais proximos reversos

Data: Uma fila priorizada (P), um conjunto de nés indice(V'), um indicativo de
parada (continue)

Result: Os elementos da resposta rknn

V « root;
enqueue (root, ming(q,root,V')) to P;
continue = true;
while P is not empty and continue = true do
(N, ming) < DequeueWithUpdate(P, q,V);
if N is an index node then
suppose N has n children N;(i € [1,n]);
V=V —{N}U(UL{N:});
foreach N;(1 <i<n)do
| enqueue (N;, ming(q,N;,V)) to P;
end
else
if AN, partially covered by cir(N, s,) then
suppose N, has n children N;(i € [1,n]);
V=V —{No} U (UL {Ni});
remove N, from P;
foreach N;(1 <i<n) do
‘ enqueue (N;, ming(q, N;,V')) to P;
end
enqueue (N, ming(q, N,V)) to P;
else
if min, < k then
‘ output (N, miny);
else
‘ continue = false;
end
end
end
end

em V (exceto o préprio elemento s;) contribuem para o miny do elemento s;. Por isso, o

miny, de um elemento s; baseado no conjunto V' pode ser representado por ming(s;, sq, V —

{s;}). Adicionalmente, o min; de uma entrada de né indice N; baseado no conjunto V' é

representado por ming(N;, sq, V — {N;}) + sc(sy, N;), onde sc(sq, N;) computa o nimero

de elementos s; internos a N; que sao mais proximos do elemento s; do que de s;, com

sjr, 85 € Nj, e sy # s;. Especificamente,
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Algoritmo 4.2: DequeueWithUpdate
Input: A fila de prioridade (P), o centro da consulta (¢), uma colegao de nés
indice e elementos de dados (V)
Output: A tupla (N, k) com o menor valor de k estimado;

1 while true do

2 (N, k) « dequeue(P);

3 if N is a data point then

4 ‘ k «— ming(q, N,V — N);
5 else

6 ‘ k «— ming(q, N,V — N) +sc(q, N);
7 end

8 (N, k") < head(P);

9 if £ <k’ then

10 | return (N, k);

11 end

12 enqueue (N, k) to P;

13 end

[ Nyent—1 ifk=1A
disty,s, > 2%
or
sc¢(Nj, sq, k) = P (4.39)

distsqu > 3 fj

{ 0 otherwise.

A execucao do algoritmo RENN-MG funciona inicialmente colocando a raiz na fila
com prioridade P com seu min; associado. Assim, o conjunto V' sempre inicia com a
raiz como seu conteudo. Com o inicio da execucao, enquanto verifica-se que a primeira
entrada da fila contém um min, < k, o algoritmo retira esta entrada da fila com seu
respectivo min; chamando o algoritmo Dequeue WithUpdate presente no algoritmo 4.2.
Este algoritmo 4.2 fica atualizando o miny da primeira entrada da fila enquanto nao é
garantido que essa primeira entrada da fila seja priorizada para o teste. Essa priorizagao
¢é baseada na garantia de que essa entrada tem o menor min, dentre todas as entradas da
fila. Retornada a entrada com menor min; em P, o algoritmo 4.1 faz uma verificacao se
essa entrada da fila é uma entrada de né indice ou um elemento. Caso seja um entrada
de no indice, ele é expandido e sao calculados os mings dos filhos, sendo estes filhos
inseridos na fila de prioridade P. Caso a entrada da fila seja um elemento, verifica-se se
nao ha nenhuma entrada de né indice interno parcialmente coberto pela bola centrada no
elemento de verificagao e com raio igual a distancia dele ao elemento de consulta. Essa
verificagcao confirma que nao ha nenhuma entrada de né indice que possa incrementar o

valor de miny e, se ming < k, este elemento é um REN N. Contudo, havendo uma entrada
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de né indice que pode influénciar o elemento, esse entrada de né indice é expandido e seus

filhos junto com o elemento N sao inseridos na fila P.

4.5 Consideracoes finais

Este capitulo detalhou as novas propostas de podas que utilizam a lei dos cossenos e
pontos de tangéncia e detalhou o algoritmo RkN N-M G proposto, que utiliza essas podas
para realizar consultas Rk/N N exatas de maneira eficiente. Inicialmente, o capitulo apre-
sentou uma visao geral do algoritmo proposto, destacando o conceito min,. Em seguida,
foi detalhado o calculo de distancia ao hiperplano utilizando a geometria métrica para
conseguir resultados mais precisos, o conceito de min,, definindo os critérios de poda que
a abordagem proposta permite. No capitulo seguinte sao apresentados os testes de desem-
penho realizados, os quais mostra resultados bem melhores quando comparados com as

propostas existentes que utilizam apenas a desigualdade triangular para realizar podas.



86

Capitulo 4. Algoritmo RENN-MG e podas utilizando lei dos cossenos




5

Experimentos

Para avaliar o algoritmo RkN N-MG e os novos critérios de poda baseados na geométrica
dos espacgos métricos propostos, o algoritmo foi codificado em linguagem C++, bem como
os algoritmos de k-browsing (veja-se a se¢ao 3.8) e Tao et al (veja segao 3.7.1) propostos na
literatura, para que pudesse ser feita uma comparacao dos trés em um mesmo ambiente
de execucao, permitindo que a comparacao pudesse ser a mais justa possivel. Os dois
algoritmos existentes na literatura sao os que apresentam o melhor desempenho em suas

respectivas classes de aplicacgao.

5.1 Conceituacao inicial

O algoritmo RkN N-MG foi avaliado por meio de testes de desempenho utilizando ampla
variedade de conjuntos reais e sintéticos. A tabela 5.1 apresenta os conjuntos de dados
mais significativos utilizados nos experimentos. Para cada conjunto é indicado: o nome, o
nimero total de elementos indexados, a dimensao, a métrica de comparagao e a descri¢ao
de sua origem.

O algoritmo REN N-MG proposto é comparado com uma adaptacao da proposta k-
browsing (veja-se a se¢ao 3.8) para realizar consultas RkNN. Além disso, no primeiro
experimento é feita uma comparacao com o algoritmo de Tao et al (veja se¢do 3.7.1).
A comparagao do algoritmo proposto com esses dois possibilitam validar a abordagem
proposta neste trabalho, visto que aqueles sao dois algoritmos muito recentes e que apre-
sentam bons desempenhos. A abordagem AKKRZ (veja secdo 3.9), que é a primeira

solucao para a consulta RkNN em espacos métricos sem restricao, nao é utilizada nas
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Tabela 5.1: Conjunto de dados utilizados nos experimentos

Conjunto de Dados  Nro. Objetos  Dimensao  Métrica Descricao

EigenFaces 11900 16 Ly Projeto Informedia da Carnegie
Mellon University (Wactlar et al,
1996).

Cidades Americanas 25375 2 Lo Latitude e Longitude de Cidades
Americanas.  url: http://www.
census.gov/

Currency 2311 6 Ly Cotacoes de moedas em relacao ao

Doélar Canadense. As 2561 cotagoes
sao dos dias tteis de 01/01/1987
a 28/01/1997, das moedas: Hong
Kong Dollar, Japanese Yen, Ame-
rican Dollar, German Mark, French
Franc e British Pound.

Faces (SISAP) 762 761 Ly Conjunto Faces do International
Workshop on  Similarity Search
and  Applications (SISAP) url:
http://www.sisap.org/library/
dbs/faces/

Histogramas de Cor 68040 32 Lo Histogramas de Cor de Imagens do
repositéorio do KDD na Universi-
dade da California (http://kdd.
ics.uci.edu).

EnglishWords 24893 adimensional Legit Palavras de um dicionério da lingua
inglesa.

comparagoes por consistir das mesmas regras de podas utilizadas no algoritmo k-browsing,
diferindo apenas na estratégia de execugao do algoritmo. De fato, é possivel implementar
as novas regras de podas na mesma estratégia adotada pelo algoritmo AKKRZ e assim
realizar comparagoes diretas entre o abordagem AKKRZ e aquela proposta neste traba-
lho. No entanto, a complexidade para implementar a abordagem AKKRZ é grande, e os
resultados seriam equivalentes aos obtidos com a comparagao com a proposta k-browsing.

Os experimentos foram executados em um computador equipado com processador Intel
Core 17 920, 6GB RAM de memoéria RAM e disco rigido de 1TB. O sistema operacio-
nal utilizado é Ubuntu 9.04 - versao Desktop. Os principais aspectos de configuracao

relacionados aos testes foram:

e Os elementos de cada conjunto de dados foram “embaralhados”, simulando a situacao
real de insercoes de objetos que ocorrem em Sistemas Gerenciadores de Bases de

Dados (SGBDs) - inser¢oes ocorrem de forma aleatoria;

e Apods o embaralhamento, extraiu-se uma amostra de elementos, correspondendo ao
subconjunto de dados usados como centro da regiao de busca. Os elementos foram
escolhidos aleatoriamente entre todos os pertencentes ao conjunto e o tamanho das

amostras selecionadas foram de 500 objetos para os conjuntos de dados, exceto para


http://www.census.gov/
http://www.census.gov/
http://www.sisap.org/library/dbs/faces/
http://www.sisap.org/library/dbs/faces/
http://kdd.ics.uci.edu
http://kdd.ics.uci.edu
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os conjuntos “Faces (SISAP)”, “Color Histogram” e “EnglishWords”, para os quais

foram selecionados 254, 50 e 20 elementos para a amostra, respectivamente.

e Os dados foram indexados pelo método de acesso métrico Slim-tree, configurado
para usar como algoritmo de divisao de nés o minMax e como algoritmo de escolha
de sub-arvore ChosseSubtree o algoritmo minDist. A taxa de ocupagao minima foi
definida como 50%.

e Os valores de k escolhidos para encontrar os k-vizinhos mais préximos reversos foram
1,2, 4,6, 8, 10, 12, 14, 16, 18, 20, 22, 24, 26, 28, 30 e 32.

e O tamanho das paginas em disco foi definido em 4K B, com excecao dos expe-
rimentos com os conjuntos de dados “Faces (SISAP)”, “Color Histogram” e “En-

glishWords”, os quais utilizam paginas de 256KB, 16KB e 16KB, respectivamente.

5.2 Experimentos com o conjunto de dados Eigen Faces

O experimento apresentado nesta secao foi executado utilizando o conjunto de dados
FEigen Faces. As figuras 5.1(a) e 5.1(b) contém respectivamente a comparacao do tempo
de execucao e da quantidade de cédlculos de distancias executados pelos trés algoritmos.
Comparando a nova proposta com o algoritmo de Tao et al. (2006), verifica-se que,
nosso algoritmo perde em desempenho, mas nao tem a limitagao no valor de k. De fato,
o algoritmo de Tao et al. pode realizar consultas nesse conjunto de dados para um k
maximo igual a 12, o que inviabiliza seu uso para as aplicagoes que requeiram k maior.

Comparado com a abordagem k-browsing adaptada, nossa proposta apresenta uma
reducao média em tempo de 34%. Quando k = 1, situacao que é destacada em muitos
artigos na literatura, essa reducao é de 48%. A relacdo entre os cédlculos de distancia
entre os dois algoritmo demonstra uma reducao média de 44% no nimero de calculos de
distancia necessarios.

Como o objetivo do trabalho foi criar uma abordagem para a operacao RENN que
nao tivesse limitacoes nos experimentos subsequentes o algoritmo de Tao et al. nao é mais

usado nas comparagoes.

5.3 Experimentos com o conjunto de dados Cidades

Americanas

Para o conjunto de cidades americanas, o qual tém baixa dimensionalidade (apenas duas
dimensoes), o desempenho do algoritmo proposto foi ainda melhor do que sobre o conjunto
Figen Faces. A redugao média do tempo de execugao e do nimero de calculos de distancias

foi de 51% e 68% respectivamente. Um ponto de destaque neste experimento é a reducao
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Figura 5.1: Gréficos de desempenho do algoritmo RkN N-M G sobre o conjunto de dados

Eigen Faces.

em 89% no nimero de cdlculo de distancias quando & = 1. Tudo isso é registrado na

figura 5.2 que mostra os graficos de tempo e quantidade calculos de distancia.
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Figura 5.2: Gréficos de desempenho do algoritmo RkN N-M G sobre o conjunto de dados

Cidades Americanas

5.4 Experimentos com o conjunto de dados Currency

Outro conjunto interessante testado e que é de média dimensionalidade, é o conjunto

Currency. Os graficos da figura 5.3 apresentam também redugao média no tempo e no

calculo de distancias, porém menores do que dos dois conjuntos anteriores, ficando em de

19% e 25% respectivamente. Para k = 1, a redugao na nimero de calculos de distancias

é de 42% e a redugao do tempo de execugao é de 15%.
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Figura 5.3: Gréficos de desempenho do algoritmo RkN N-M G sobre o conjunto de dados
Currency

5.5 Experimentos com o conjunto de dados Histograma

O préximo experimento apresentado foi executado utilizando o conjunto de dados Histo-
grama e pode ser verificado na figura 5.4. Em média, a redugao do tempo de execucao e
da quantidade de célculos de distancias sao respectivamente de 15% e 24%. Para k =1, a

reducao do tempo de execucao é de 23% e a reducao do nuimero de calculos de distancias
é de 39%.
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Figura 5.4: Gréficos de desempenho do algoritmo RkN N-M G sobre o conjunto de dados
Color Histrogram.
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5.6 Experimentos com o conjunto de dados Faces (SI-
SAP)

O conjunto Faces (SISAP) é um conjunto interessante por sua caracteristica de alta di-
mensionalidade. Os experimentos realizados sao mostrados nas figuras 5.5(a) e 5.5(b).
Como se pode ver, a alta dimensionalidade degrada as possibilidades de poda tanto para
o algoritmo que utiliza apenas desigualdade triangular quanto para o algoritmo proposto,
levando ao empate das duas propostas. Deve-se ressaltar no entanto, que ambos apresen-

tam resultados exatos, mesmo em situagoes de alta dimensionalidade.
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Figura 5.5: Graficos de desempenho do algoritmo RkN N-M G sobre o conjunto de dados
Faces (SISAP)

5.7 Experimentos com o conjunto de dados En-
glishWords

Os experimentos presentes na figura 5.6 contém resultados do interessante conjunto En-
glishWords que é um conjunto métrico. A dimensao fractal deste conjunto é bastante
elevada e por isso, como se pode ver nas figuras, os resultados para ambos os algoritmos

sao equivalentes. Confirmando a tendéncia ja apresentada na se¢ao anterior.

5.8 Teste de escalabilidade

Para verificar a escalabilidade do algoritmo proposto, foram criados conjuntos de dados
sintéticos utilizando a ferramenta DBGen (Bueno et al, 2004) e realizados experimentos

comparativos com o algoritmo k-browsing adaptado. Basicamente, sao dois grupos de
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Figura 5.6: Gréficos de desempenho do algoritmo RkN N-M G sobre o conjunto de dados
EnglishWords

conjuntos de dados: o primeiro grupo (SC) sao conjuntos de dados gerados utilizando
distribuicao Gaussiana com geracao de 5 agrupamentos em um conjunto de dados de 4
dimensoes; o segundo grupo (SU) de conjuntos de dados foram gerados utilizando distri-
buicao Uniforme em um conjunto de dados de 4 dimensoes. Para ambos os grupos, foram
criados conjuntos de dados de 10 mil a 100 mil elementos incrementados de 10 mil em 10
mil.

As figuras 5.7 e 5.8 contém os resultados dos experimentos com os conjuntos de dados
SC e SU, respectivamente. Observa-se nos graficos a redugao tanto em tempo de execugao
quanto no nimero de calculos de distancia. As tabelas 5.2 e 5.3 contém a porcentagem de
reducao do tempo de execucao e do numero de calculos de distancias, onde se verifica que
o ganho em tempo de execucao do algoritmo proposto foi de no minimo 63%, e a reducao

do nimero de célculos de distancia foi de no minimo 75%.

Porcentagem de redugao no

\ Tempo de execugao \ Numero de calculos de distancia

10000 63% 75%
20000 70% 82%
30000 73% 84%
40000 74% 86%
50000 75% 87%
60000 7% 88%
70000 76% 89%
80000 76% 89%
90000 76% 90%
100000 75% 90%

Tabela 5.2: Porcentagem de redugao do conjunto SC
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Figura 5.8: Gréficos de desempenho do algoritmo RkN N-M G sobre o conjunto de dados

SU.

5.9 Consideracoes Finais

Este capitulo definiu o ambiente de testes utilizado na avaliacado do abordagem

RENN-MG e descreveu os resultados dos testes de desempenho realizados. Os resul-

tados obtidos foram comparados com a abordagem k-browsing adaptada para executar

consultas REN N, a qual representa a mais recente das duas unicas solucoes existentes

anteriormente para a consulta Rk/N N sem restricoes de execucao no conjunto de dados.

Nos testes, foram analisados o tempo de execucao e o nimero de célculos de distancia da

execucao da consulta RENN.
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Porcentagem de reducgao no

Tempo de execugao \ Numero de calculos de distancia

10000 63% 7%
20000 66% 81%
30000 73% 85%
40000 7% 7%
50000 73% 86%
60000 79% 89%
70000 8% 90%
80000 8% 89%
90000 81% 91%
100000 79% 91%

Tabela 5.3: Porcentagem de redugao do conjunto SU

Os testes indicaram que a abordagem proposta RENN-MG foi sempre melhor, sendo
tanto mais réapida na execucao quanto reduzindo o numero de calculos de distancia.
Observa-se ainda com os experimentos que, mesmo em situacoes adversas como no caso
de altas dimensionalidades, que o desempenho de ambas as abordagens se equivalem, mas
nunca ¢ inferior. Dessa forma, pode-se concluir que a abordagem RkNN-MG é uma
técnica robusta, sem restricoes com desempenho e superior as abordagens existentes que

se utilizam apenas da desigualdade triangular.
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6

Conclusoes e trabalhos futuros

Esta dissertagao apresenta a proposta de uma nova maneira de se realizar podas para
um tipo de consulta por similaridade que tem recebido consideravel atencao nos ultimos
anos (Korn e Muthukrishnan, 2000; Maheshwari et al, 2002; Yang e Lin, 2001; Tao et al,
2004, 2006; Achtert et al, 2006a,b; Lee et al, 2008; Achtert et al, 2009), a operagao de
consultas aos k-vizinhos mais préximos reversos. Essa consulta tem recebido atengao nos
ultimos tempos, devido a sua larga aplicacao em marketing, sistemas de apoio a decisao,
mineracao de dados, etc. A consulta aos k-vizinhos mais préximos reversos obtém todos
os elementos da base de dados que tem o elemento indicado na consulta como um de seus
k-vizinhos mais proximos.

Essa dissertacao propos uma nova abordagem para procurar pela resposta exata de
operacoes de consultas aos k-vizinhos mais proximos reversos em espacos métricos, que uti-
liza geometria métrica para realizar podas eficientes. Especificamente, a nova abordagem
realiza consultas REN N para o caso monocromatico, podendo ser usada indistintamente
em conjuntos de dados estaticos e dinamicos. Ela diferencia-se das abordagens propostas
anteriormente na literatura por fornecer respostas exatas utilizando conceitos da geome-
tria métrica para realizar podas com eficiéncia e por nao ter restrigoes quanto a defini¢ao
do parametro k da consulta.

Os experimentos realizados mostraram que o algoritmo REN N-MG desenvolvido uti-
lizando essa nova abordagem tem desempenho superior ao algoritmo que utiliza apenas
a desigualdade triangular. A comparacao do algoritmo RENN-MG com o outro mais
recente apresentado na literatura em experimentos com dados reais e sintéticos mostrou

resultados que permitem assegurar que o algoritmo RkN N-MG nao perde para as abor-

97
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dagens que utilizam apenas podas baseadas em desigualdade triangular, chegando a obter
reducao no tempo em média superior a 40%.

Os experimentos mostraram que o algoritmo RkN N-M G proposto nao é o mais rapido:
o algoritmo proposto por Tao et al. (2006) pode dar respostas mais rapidamente, mas
apenas para valores de k pequenos, e que ¢é limitado pela maneira como a estrutura de
indexacao que da suporte as buscas é construida. Dessa maneira, apesar de mais rapido, o
algoritmo de Tao et al. nao consegue responder a consultas RkN Ncom valores de k£ maior
do que o limite (que pode ser tao pequeno quanto k < 12 para o conjunto de dados Figen
Faces), o que torna o algoritmo proposto o mais rapido para consultas RkN Nquaisquer,
ao mesmo tempo em que ele fornece sempre respostas exatas, seja para conjuntos de dados

estaticos ou dinamicos.

6.1 Principais contribuicoes

As principais contribuicoes decorrentes da realizacao deste trabalho sao:

e Proposta de novas podas em espacos métricos que utilizam lei dos cossenos para

melhorar a eficiéncia;

e Desenvolvimento de um novo algoritmo exato para responder as consultas aos

REN Ns utilizando as novas podas propostas;

e Reducao do nimero de célculos de distancia e do tempo de execugao das consultas

RENN.

6.2 Trabalhos futuros

Vérias extensoes podem ser realizadas ao trabalho realizado nesta dissertacao. Dentre

essas extensoes, pode-se incluir os topicos abaixo como trabalhos futuros:

e Desenvolvimento de uma estratégia para execucao da consultas REN N bicromaticas
para conjuntos de dados em espacos métricos que utilizem as novas regras de podas

propostas;

e Desenvolvimento de operadores de juncao por similaridade, especialmente as jungoes
k-NNJ e k-CNJ (as jungdes k-nearest neighbor join e k-closest neighbor join), que

aproveitem as novas regras de podas desenvolvidas;

e Avaliar o impacto que as novas regras de poda podem causar quando aplicadas
a espacos métricos que nao sejam imersiveis em espacos euclidianos, e identificar
os problemas e respectivas solucoes para estender os podas baseadas em geometria

métrica para esses espagos;
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e Identificacao das propriedades algébricas que vigoram em expressoes que envolvem
a operacao de consulta aos k-vizinhos mais préximos reversos, tanto em expressoes
que utilizem apenas essa operagao, quanto em expressoes que utilizem outras formas
de consulta por similaridade, como a consulta por abrangéncia e a consulta aos k-
vizinhos mais proximos, bem como o desenvolvimento de algoritmos que possam

executar as combinagoes mais frequentes dessas consultas;

e (Criagao de uma extensao a linguagem SQL para que a operacao de consultas aos

k-vizinhos mais proximos reversos possa ser expressa nessa linguagem.
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