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Resumo

Aprendizado semissupervisionado (ASS) é o nome dado ao paradigma de aprendizado de ma-
quina que considera tanto dados rotulados como dados nado rotulados. Embora seja considerado
frequentemente como um meio termo entre os paradigmas supervisionado e nao supervisionado,
esse paradigma ¢ geralmente aplicado a tarefas preditivas ou descritivas. Na tarefa preditiva de
classificagdo, p. ex., o objetivo ¢ rotular dados ndo rotulados de acordo com os rétulos dos dados
rotulados. Nesse caso, enquanto que os dados nao rotulados descrevem as distribuigdes dos
dados e mediam a propagagao dos rétulos, os itens de dados rotulados semeiam a propagacao de
rotulos e guiam-na a estabilidade. No entanto, dados sdo gerados tipicamente nao rotulados e
sua rotulacdo requer o envolvimento de especialistas no dominio, rotulando-os manualmente.
Dificuldades na visualizagao de grandes volumes de dados, bem como o custo associado ao
envolvimento do especialista, sdo desafios que podem restringir o desempenho dessa tarefa. Por-
tanto, o destacamento automatico de bons candidatos a dados rotulados, doravante denominados
individuos representativos, ¢ uma tarefa de grande importancia, e pode proporcionar uma boa
relacdo entre o custo com especialista € 0 desempenho do aprendizado. Dentre as abordagens de
ASS discriminadas na literatura, nosso interesse de estudo se concentra na abordagem baseada
em redes, onde conjuntos de dados sdo representados relacionalmente, através da abstracao
grafica. Logo, o presente trabalho tem como objetivo explorar a influéncia dos nos rotulados
no desempenho do ASS baseado em redes, i.e., estudar a caracterizagdo de nos representativos,
como a estrutura da rede pode realca-los, o ganho de desempenho de ASS proporcionado pela
rotulagdo manual dos mesmos, e aspectos filosoficos relacionados. Em relacdo a caracterizagao,
critérios de caracterizacdo de nos centrais em redes sdo estudados considerando-se redes com
estruturas modulares bem definidas. Contraintuitivamente, nos bastantes conectados (hubs) ndo
sdo muito representativos. Nos razoavelmente conectados em vizinhangas pouco conectadas, por
outro lado, sdo; estritamente local, esse critério de caracterizacao ¢ escaldvel a grandes volumes
de dados. Em redes com distribui¢do de grau homogénea - modelo Girvan-Newman (GN), nos
com alto coeficiente de agrupamento também mostram-se representativos. Por outro lado, em
redes com distribui¢do de grau heterogénea - modelo Lancichinetti-Fortunato-Radicchi (LFR),
nds com alta intermedialidade se destacam. Nds com alto coeficiente de agrupamento em redes

GN estao tipicamente situados em motifs do tipo quase-clique; nds com alta intermedialidade em
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redes LFR sdo Aubs situados na borda das comunidades. Em ambos os casos, os nds destacados
sdo excelentes regularizadores. Além disso, como critérios diversos se destacam em redes com
caracteristicas diversas, abordagens unificadas para a caracterizacao de nos representativos tam-
bém foram estudadas. Critica para o realce de individuos representativos e o bom desempenho
da classificagdo semissupervisionada, a construcao de redes a partir de bases de dados vetoriais
também foi estudada. O método denominado AdaRadius foi proposto, € apresenta vantagens
tais como adaptabilidade em bases de dados com densidade variada, baixa dependéncia da
configuragdo de seus parametros, e custo computacional razoavel, tanto sobre dados pool-based
como incrementais. As redes resultantes, por sua vez, sdo esparsas, porém conectadas, e per-
mitem que a classificacao semissupervisionada se favoreca da rotulagdo prévia de individuos
representativos. Por fim, também foi estudada a valida¢ao de métodos de construcao de redes
para o ASS, sendo proposta a medida denominada coeréncia grafo-rétulos de Katz. Em suma,
os resultados discutidos apontam para a validade da sele¢ao de individuos representativos para
semear a classificagdo semissupervisionada, corroborando a hipotese central da presente tese.
Analogias sdo encontrados em diversos problemas modelados em redes, tais como epidemiologia,
propagacao de rumores e informacgdes, resiliéncia, letalidade, grandmother cells, e crescimento e

auto-organizacao.

Palavras-chave: aprendizado semissupervisionado; redes complexas; amostragem de dados.
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Abstract

Semi-supervised learning (SSL) is the name given to the machine learning paradigm that
considers both labeled and unlabeled data. Although often defined as a mid-term between
unsupervised and supervised machine learning, this paradigm is usually applied to predictive or
descriptive tasks. In the classification task, for example, the goal is to label the unlabeled data
according to the labels of the labeled data. In this case, while the unlabeled data describes the
data distributions and mediate the label propagation, the labeled data seeds the label propagation
and guide it to the stability. However, as a whole, data is generated unlabeled, and to label data
requires the involvement of domain specialists, labeling it by hand. Difficulties on visualizing
huge amounts of data, as well as the cost of the specialists involvement, are challenges which
may constraint the labeling task performance. Therefore, the automatic highlighting of good
candidates to label by hand, henceforth called representative individuals, is a high value task,
which may result in a good tradeoff between the cost with the specialist and the machine learning
performance. Among the SSL approaches in the literature, our study is focused on the network--
based approache, where datasets are represented relationally, through the graphic abstraction.
Thus, the current study aims to explore and exploit the influence of the labeled data on the
SSL performance, that is, the proper characterization of representative nodes, how the network
structure may enhance them, the SSL performance gain due to labeling them by hand, and related
philosophical aspects. Concerning the characterization, central nodes characterization criteria
were studied on networks with well-defined modular structures. Counterintuitively, highly
connected nodes (hubs) are not much representatives. Not so connected nodes placed in low
connectivity neighborhoods are, though. Strictly local, this characterization is scalable to huge
volumes of data. In networks with homogeneous degree distribution - Girvan-Newman networks
(GN), nodes with high clustering coefficient also figure out as representatives. On the other
hand, in networks with inhomogeneous degree distribution - Lancichinetti-Fortunato-Radicchi
networks (LFR), nodes with high betweenness stand out. Nodes with high clustering coefficient
in GN networks typically lie in almost-cliques motifs; nodes with high betweenness in LFR
networks are highly connected nodes, which lie in communities borders. In both cases, the
highlighted nodes are outstanding regularizers. Besides that, unified approaches to characterize

representative nodes were studied because diverse criteria stand out for diverse networks. Crucial
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for highlighting representative nodes and ensure good SSL performance, the graph construction
from vector-based datasets was also studied. The method called AdaRadius was introduced
and presents advantages such as adaptability to data with variable density, low dependency on
parameters settings, and reasonable computational cost on both pool based and incremental
data. Yielding networks are sparse but connected and allow the semi-supervised classification to
take great advantage of the manual labeling of representative nodes. Lastly, the validation of
graph construction methods for SSL was studied, being proposed the validation measure called
graph-labels Katz coherence. Summing up, the discussed results give rise to the validity of repre-
sentative individuals selection to seed the semi-supervised classification, supporting the central
assumption of current thesis. Analogies may be found in several real-world network problems,
such as epidemiology, rumors and information spreading, resilience, lethality, grandmother cells,

and network evolving and self-organization.

Keywords: semi-supervised learning; complex networks; data sampling.



Sumario

Sumario . . . . . . L e
Listade Figuras . . . . . . . . . . . . e
Listade Tabelas . . . . . . . . . . . .
Listade Algoritmos . . . . . . . . . . . . . e e

Introducio

1.1 Motivagao . . . . . . . . . e e e e e
1.2 Objetivo . . . . . . e e e
1.3 Trabalhos relacionados . . . . . . . .. ... ..

1.4 Organizagdo dodocumento . . . . . . . . . . . . ... ... ... ...

Fundamentos e Conceitos

Aprendizado Semissupervisionado

2.1 Suposicao de suavidade, agrupamento e variedade . . . . . . . ... ... ...
2.2 Significancia do aprendizado semissupervisionado . . . . ... ... ... ..
2.3 Principais abordagens de aprendizado semissupervisionado . . . . .. ... ..
2.4 Aprendizado semissupervisionado baseadoemredes . . . .. ... ... ...
24.1 Fluxo méximo corte minimo . . . . . . . . . .. ...
2.4.2 Campos Gaussianos e fungdes harmoénicas . . . . . . .. ... ... ..
243 Consisténcialocaleglobal . . . . .. ... ... ... .........
244 Framework de regularizacdo . . . . . .. ... ...
2.4.5 Competicdo e cooperacao de particulas . . . . ... .. ... ... ..
24.6 Construgadodografo . .. .. ... . ... ... e
247 Desafios. . . . . . . e
2.5 Validagdo e referéncia de desempenhode ASS . . . . . . . .. ... ... ...
2.5.1 Indicede Randajustado . . .. .. ... .. ... ... ... .....
252 Silhueta . . . . ...

X1

0 N N B~



3 Amostragem Aleatoria

11

3.1

Limite de Chernoff . . . . . . . . . . . . .

Redes Complexas

4.1
4.2

4.3

44
45

Definigdes gerais e notagdes . . . . . . . . .. e e e e e

Caracterizagao de individuos . . . . . . . . . . ... ... ... .. .. ...,

4.2.1 Medidas relacionadas ao didametro . . . . . . .. ... ... ... ...
4.2.2 Medidas relacionadasaograu . . . . .. ... ... ... ...
4.2.3 Medidas relacionadasaofluxo . . . . . . ... ... ... .. .....
4.2.4 Medidas hierarquicas . . . . . . . ... ...
Propriedades e modelosderedes . . . . . .. ... ... ... ...
43.1 Redesaleatorias . . . ... ... .. ... .. ...
4.3.2 Transitividade e redes de pequenomundo . . . . . ... ... ... ..
4.3.3 Distribuicdo de grau e redes livresdeescala . . . . . ... ... .. ..
4.3.4 Assortatividade e estruturas de comunidades . . . . . ... ... ...
Resiliéncia e epidemiologia . . . . . . . ... ... ... ... ... .. ...,

Consideragdes finais . . . . . . . . . . . . ..

Resultados e discussoes

Robustez do aprendizado semissupervisionado

5.1
5.2
53
54
5.5

Dados, métodos e simulagdes . . . . . . . . ... ..
Comparacdo entre modelos de construgdoderede . . . . . .. ... ... ...
Comparag¢ao entre métodos de propagagdoderdtulo . . . . . . ... ... ...
Restricdes de ligagcdes de acordo com conhecimentos prévios . . . . . . .. ..

Consideragdes finais . . . . . . . . . . . ...

Caracterizacao de individuos representativos em redes

6.1
6.2
6.3
6.4
6.5
6.6

Variabilidade de desempenho de aprendizado . . . . ... ... .. ... ...
Caracterizagao de representativos . . . . . . . . . . ... oo e
Métodos e andlisenumérica . . . . . . . .. ...
Resultados e discussdes . . . . . . . . . . . .. ..
Composicdode medidas . . . . . . . ... ... ...

Consideragdes finais . . . . . . . . . . . ...

Construcao de grafos adaptativos

7.1

7.2
7.3
7.4

MeEtodo proposto . . . . ... e e e
7.1.1 Custocomputacional . . . . . ... ... .. ... ... ... ... ..
Benchmarks, métodos e analise numérica . . . . . ... .. ... .......
Validade do método proposto . . . . . . . . . . ... ...

Resultados e discussdes sobre representativos . . . . . . . . ... ... .. ..

xii

31
31

35
36
38
38
40
42
44
44
44
45
48
49
54
56

59

63
63
66
67
70
72

73
74
77
78
79
81
84



7.4.1 Resultados sobre conjuntos de dados em forma de bananas . . . . . . .
7.4.2 Resultados sobre conjuntos de dados de Chapelle et al. (2006) . . . . .
7.4.3 Comparagdao com o benchmark de Chapelle et al. (2006) . . . . .. ..

8 Validacao de métodos de construcio de grafos

8.1 Erro de reconstrucao .
8.2 Medida proposta . . .
8.3 Problemastoy . . . ..
8.4 Resultados e discussoes

8.5 Consideracoes finais .

9 Conclusao
9.1 Principais contribuigdes
9.2 Trabalhos Futuros . . .

Referéncias

Xxiil

117
118
119
121
122
126

129
131
132

149



X1V



1.1

2.1

2.2

23

Lista de Figuras

Rede dos clubes de caraté: em (a) colorida de acordo com o rotulo das academias
e em (b) de acordo com a representatividade dos individuos. Quanto mais clara
a cor do n6 em (b), maior a representatividade do individuo de acordo com um

dos critérios propostos no presente trabalho. . . . . . ... ... oL

Tarefa de classificagdo: (a) supervisionada, (b) semissupervisionada indutiva, e
(c) semissupervisionada transdutiva. As diferengas entre esses paradigmas sao a
forma como os dados sdo tratados com fins a modelagem de um classificador e
o dominio do modelo. Enquanto que o supervisionado considera apenas dados
rotulados, o semissupervisionado considera tanto dados rotulados quanto dados
ndo rotulados. Com relagdo ao dominio do modelo, por outro lado, o aprendizado
transdutivo infere hipoteses que limitam-se ao conjunto de dados disponivel
durante o treinamento, enquanto que o aprendizado indutivo infere hipoteses que

atuam sobre todo o hiperespagcodosdados. . . . . . . ... ... ... ...,

Ganho com a classificagdo semissupervisionada. Os circulos escuros denotam
dados rotulados, enquanto que circulos claros, dados ndo rotulados. Enquanto
que aplicando-se um algoritmo supervisionado, a fronteira de decisdo seria
estabelecida proximo a linha pontilhada, aplicando-se um algoritmo semissuper-
visionado, a fronteira de decisdo certamente seria estabelecida proximo a linha
continua. Os dados ndo rotulados permitem construir superficies de decisdo
melhor ajustadas a distribui¢do dos dados. Figura reproduzida de (Zhu et al.,
2007), com permissao. Copyright © 2007, Association for the Advancement of
Artificial Intelligence. . . . . . . . ... L

Informagdes intrinsecas acrescentadas por dados ndo rotulado e pelo conhe-
cimento prévio. Em (a) dois objetos de classes distintas estdo devidamente
rotulados. A superficie de separagdo induzida por um humano ¢ ilustrada pela
cor de fundo, uma separagdo linear. Em (b) sao considerados, adicionalmente,
os dados ndo rotulados. A superficie de separac¢do induzida ¢ modificada. Figura

adaptada de (Belkin et al., 2006) com a permissao dos autores. . . . . . .. ..

XV



24

2.5

4.1

4.2

4.3

44

4.5

4.6

4.7

Exemplos de padrdes tridimensionais considerados por Zhu et al. (2007). A
forma geométrica varia de acordo com o parametro x, apresentado abaixo de
cada forma. No experimento alguma formas foram apresentadas rotuladas; a
maioria, no entanto, sem rotulos. Figura reproduzida de (Zhu et al., 2007), com
permissdo. Copyright © 2007, Association for the Advancement of Artificial

Intelligence. . . . . . . . . . ..

Conjunto de dados em forma de bananas com variedades sobrepostas: (a) rede
gerada a partir da similaridade entre os objetos; (b) classificacdo semissupervisi-
onada. Nesse caso, a abordagem baseada em redes mostra-se incapaz de separar
adequadamente as classes. Figura reproduzida de (Zhu & Goldberg, 2009) com
permissao da Morgan & Claypool Publishers. . . . . . ... ... ... ....

Configuracdes de redes randomicas com 8 vértices: (a) p = 0; (b) p = 0.1; (¢)
p=03(d)p=08 . . . e

Distribui¢do de grau média de 10 redes randomicas com 1000 nds e probabilidade

p = 0.1. Uma distribuicdo de Poisson. . . . . . .. . ... ... ... .....

Modelo de redes de pequeno mundo de Watts & Strogatz (1998). Parap = 0
tem-se uma rede regular. Quanto maior a probabilidade p, mais o modelo se
aproxima de uma rede randomica. Para 0.01 < p < 0.1 a rede se comporta como
uma rede de pequeno mundo. Observe que a distancia entre os nos identificados
em vermelho (cinza escuro) e em azul (cinza claro) diminui significativamente,
enquanto que o coeficiente de agrupamento mantém-se alto. Figura adaptada
com permissdo da Macmillan Publishers Ltd:Nature (Watts & Strogatz, 1998),
copyright ©1998. . . . . . . . ...

Comportamento da distdncia média, (d), e do coeficiente de agrupamento, C,
em funcdo de p, segundo o modelo de Watts & Strogatz (1998). Tanto o
coeficiente de agrupamento como a distdncia média sdo apresentados em razao
dos respectivos valores maximos. Para 0.01 < p < 0.1 tem-se o efeito de
pequeno mundo. Figura reproduzida com permissao de (Newman, 2003b).
Copyright ©2003 Society for Industrial and Applied Mathematics. Todos os

direitos reservadosS. . . . . . . e e s

Distribui¢ao de grau média de 10 redes geradas segundo o modelo de Barabasi
& Albert (1999) com 1000nésemo =5. . . . . . . v v v vt e

Redes com comunidades bem definidas geradas pelos modelos de redes de
Girvan-Newman com 1024 nds, (k) = 16 e 4 comunidades bem definidas

(Zowt = 2)deigual tamanho. . . . ... ... ... ... ... .. ... ...

Redes com comunidades bem definidas geradas pelos modelos de redes de
Lancichinette-Fortunato-Radichi com 1024 nds, (k) = 16, distribui¢do de grau
heterogénea (7 = 2), comunidade com tamanhos variados porém homogéneos
(8 = 1) e comunidades bem definidas (©u =0.2). . . . ... ... ... ....

XVl

27

46

47



4.8

5.1

5.2

53

54

5.5

5.6

6.1

6.2

Resiliéncia da Internet. Quando os nds sao removidos aleatoriamente (quadrados)
a distdncia média da rede, (d), permanece estavel. Entretanto, quando a remogéo
ocorre preterindo os nds mais conectivos (circunferéncias), a depreciagcao da
rede como um todo ¢ eminente. Figura adaptada com permissdo da Macmillan
Publishers Ltd:Nature (Albert et al., 2000), copyright 2000. . . . . . . . .. .. 55

Exemplos de conjuntos de dados em forma de bananas com configuracdes
diversas, gerados pela ferramenta MATLAB PrTools Toolbox (Duin et al., 2007). 65

ARI médio e desvio padrao obtido pelos modelos MinCut, GFHF, LGC, e PCC
combinados aos métodos de construgao de rede Co, kNN, wkNN, eRd ¢ weRd
sobre dados em forma de bananas com n = 1000, L =20e S = [0.6: 0.2: 1.6]. 66

Resultado médio e desvio padrao obtidos pelos modelos wkNN-MinCut, wANN-GFHF,
weRd-LGC e weRd-PCC na Simulagao I. . . . . . . .. ... ... ...... 68
Resultado médio e desvio padrdo obtidos pelos modelos wANN-MinCut, wkNN-GFHF,
weRd-LGC e weRd-PCC nas Simulagdes T e IIL. . . . . . ... .. ... ... 69
Resultado médio e desvio padrdo obtidos pelos modelos wANN-MinCut, wkNN-GFHF,
weRd-LGC e weRd-PCC na Simulagao IV. . . . .. ... ... ... ..... 70
Resultados obtidos pelos modelos ANNMCL-PCC, eRAMCL-PCC e weRd-PCC

nas simulagdes I, 11 e IV. Em (a), (d) e (g) paran = 1000, L =20e S = [0.6 :
0.2 : 1.6]; em (b), (e) e (h) para n = {100, 200,400, 600, 1000, 2000}, L =

0.02xneS = 1.6; eem (c), (f) e (i) paran = 1000, L = {0.01,0.02,0.04,0.06,0.1,0.2} x

ne S = 1.6. Sdo apresentados média e desvio padrao de 80 ensaios - 20 ensaios
com divisdes aleatorias entre rotulados e nao rotulados para cada uma de 4

variagdes do conjuntode dados. . . . . ... ... L L. 71

Desempenho dos métodos GFHF (em (a)) e LGC (em (b)) em relagdo a amostra
disponivel rotulada e, no caso do LGC, ao ajuste de a. Sdo apresentados ARI
médio, desvio padrao sobre a (e abaixo da) média e pior e melhor desempenho

observados em 900 ensaios (simbolo “+°). . . . . ... ... ... .. ..... 75

Desempenho do método PCC em relagdo a amostra disponivel rotulada e o ajuste
dos pardmetros pgq € A,. Em (a) € apresentado o ARI médio; em (b) o niimero
de iteragdes até a convergéncia do algoritmo; e em (c) e (d) secgdes transversais
da superficie de desempenho para pgq = 0.75 ¢ A, = 0.2, respectivamente.
Desempenhos médios consistem na média de 900 ensaios. Em (c) e (d) sao
apresentados adicionalmente desvio padrao sobre a (e abaixo da) média e pior

(A) e melhor (V) desempenho para cada configuragdo. . . . ... ... .. .. 76

Xvil



6.3

6.4

6.5

6.6

6.7

Rede de associacdes entre golfinhos com os nos caracterizados por medidas
de centralidade em rede (Lusseau et al., 2003). Quanto mais clara a cor do
no, maior o indice atribuido pela medida. O espalhamento visual da rede ¢
realizado através do método de minimizacdo de energia de um sistema de molas
entre todos pares de vértices, cuja rigidez da mola entre cada par de vértices ¢

proporcional a distdncia minima entre os mesmos (Kamada & Kawai, 1989). . .

Caracterizacao de no6s em redes de acordo com medidas de centralidade. Em (a)
temos a rede de associagdes entre golfinhos (Lusseau et al., 2003); em (b) uma
rede de Girvan-Newman com 1024 nés, 4 comunidades, grau médio (k) = 16
e Zoywt = 2; em (c) um rede LFR com distribui¢ao de grau heterogénea (y = 2),
grau médio (k) = 16 e comunidades de tamanhos diversos, porém nao muito
distintos. Em cada boxplot, as extremidades do retangulo informam os 25° e 75°
percentis, (01 e (J3; a mediana ¢ apresentada dentro do retangulo; as suigas sdao
definidas para Q3+ 1.5(Q3 — Q1) e Q1 — 1.5(Q3 — Q)1 ); e valores além disso séo
representados como outliers (simbolo ‘+’ ). Pequenas diferencas entre ()1 e ()3
e muitos outliers a direita caracterizam distribui¢des cumulativas heterogéneas.

Os indices sdo apresentados reescalados no intervalo [0,1]. . . . .. .. .. ..

Caracterizacao de nds em redes de acordo com medidas de centralidade simples
e agregadas (2 esquerda) e correlacdo das primeiras com as segundas (a direita)
para redes Girvan-Newman (acima) e LFR (abaixo). A rede de Girvan-Newman
possui 1024 nds, 4 comunidades, grau médio (k) = 16 ¢ Z,, = 2; a LFR,
distribuicdo de grau heterogénea (y = 2), grau médio (k) = 16 e comunidades de
tamanhos diversos, porém nao muito distintos. Em cada boxplot, as extremidades
do retangulo informam os 25° e 75° percentis, ()1 e (J3; a mediana ¢ apresentada
dentro do retangulo; as suicas sdo definidas para Q3 + 1.5(Q3 — Q1) e Q1 —
1.5(Q3 — Q1); e valores além disso sdo representados como outliers (simbolo
‘+’ ). Pequenas diferengas entre (01 e ()3 e muitos outliers a direita caracterizam
distribui¢des cumulativas heterogéneas. Os indices sdo apresentados reescalados
no intervalo [0, 1]. O mapa de cores da matriz de correlagdo varia em [—1, 1].

Quanto maior a correlagdo, maisclaro. . . . . . . ... ... ... L.

Desempenho dos métodos GFHF (em (a)), LGC (em (b)) e PCC (em (c)) sobre
redes GN. Sdo apresentados ARI médio, desvio padrdo sobre a (e abaixo da)
média e pior e melhor desempenho (simbolo ‘+”) observados em 900 ensaios
com sementes escolhidas ao acaso, ¢ ARI médio para critérios propostos de

selecdo de representativos. . . . . . . ... L.

Desempenho dos métodos GFHF (em (a)), LGC (em (b)) e PCC (em (c)) sobre
redes LFR. Sao apresentados ARI médio, desvio padrao sobre a (e abaixo da)
média e pior e melhor desempenho (simbolo ‘+”) observados em 900 ensaios
com sementes escolhidas ao acaso, e ARI médio para critérios propostos de

selegdo de representativos. . . . . . . ... .. e

77



7.1

7.2

7.3

7.4

7.5

7.6

Grafos construidos pelos métodos ANN ((a) e (¢)) e eRadius ((b) e (d)) sobre
conjuntos de dados em forma de bananas com n = 256 ¢ S = {0.6,1.4}. k
e € sdo ajustados no sentido de maximizar o indice de modularidade do grafo

resultante, sem fragmenta-lomuito. . . . . . . ... ... ... L.

Indice de modularidade de grafos kNN (a), eRadius (b) e AdaRadius (c) sobre
conjuntos de dados em forma de bananas com n = 256 e S = 1.4 variando-se
os parametros de densidade. Para o ensaio cuja curva ¢ apresentada em preto, o
grafo resultante ¢ desconexo para configuragdes de parametros menores que o

valor do limiar discriminado no eixo vertical. . . . . . . . . . ... ... ...

Resultado do método AdaRadius sobre conjuntos de dados em forma de bananas
comn = 256 e S = 1.4. Os motifs destacados sdo ampliados e descritos na

Figura 7.4. . . . . . . e e e

Motifs construidos por AdaRadius: (a) n6 outlier, (b) nés de borda, e (c) nd
hub destacados na Figura 7.3. Conectado a j (um outlier), as conexdes de @
a variedade mais proxima sao reforcadas em (a). Situados nas bordas de seus
grupos, as conexoes de ¢ e 7 aos seus grupos sao reforcadas em (b); Ja um Aub na
AGM, devido a sua localizacao privilegiada, as conexdes de 7 sdo incrementadas

em (c). O valor de ¢; ¢ ilustrado através das esferas de cobertura, em cinza. . . .

Distribui¢des de medidas de centralidade ((a) e (¢)) e coeficientes de compo-
nentes principais sobre composi¢cdes de medicdes de centralidade ((b) e (d))
para redes 5NN construidas sobre dados em forma de bananas comn = 512 ¢
S = 0.6 (em cima) ou S = 1.4 (em baixo). As sui¢as dos boxplots sdo definidas
para Q3 + 1.5(Q3 — Q1) e Q1 — 1.5(Q3 — @Q1). Valores além disso sdo repre-
sentados como outliers (simbolo ‘+’ ). Padronizados, pequenas diferencas entre
()1 e ()3 e muitos outliers a direita caracterizam distribui¢des cumulativas hete-
rogéneas. O mapa de cores da matriz de coeficientes varia em [—1, 1]. Quanto
maior o coeficiente, mais claro; vermelho (cinza escuro) significa‘zero’; e preto
-1. Notavelmente, a composi¢do dos 4 primeiros componentes para S = 0.6 e

S = 1.4 s3omuito similares. . . . . . . . . . ...

Distribui¢des de medidas de centralidade ((a) e (c)) e coeficientes de componen-
tes principais sobre composicdes de medi¢des de centralidade ((b) e (d)) para
redes AdaRadius construidas sobre dados em forma de bananas comn = 512 ¢
S = 0.6 (em cima) ou S = 1.4 (em baixo). As sui¢as dos boxplots sdo definidas
para Q3 + 1.5(Q3 — Q1) e Q1 — 1.5(Q3 — @1). Valores além disso séo repre-
sentados como outliers (simbolo ‘+’ ). Padronizados, pequenas diferencas entre
(1 e QY3 e muitos outliers a direita caracterizam distribui¢des cumulativas hete-
rogéneas. O mapa de cores da matriz de coeficientes varia em [—1, 1]. Quanto
maior o coeficiente, mais claro; vermelho (cinza escuro) significa‘zero’; e preto
-1. Notavelmente, a composicao dos trés primeiros componentes e de Z; para

S=06eS =14saomuito similares. . . . . . . . . . . . ... ... .. ...

X1X

97

98



7.7

7.8

8.1

8.2

8.3

Coeficientes de componentes principais sobre composicdes de medi¢cdes de
centralidade em redes KNN construidas sobre os conjuntos de dados de Chapelle
et al. (2006). O mapa de cores varia em [—1, 1]. Quanto maior o coeficiente,
mais claro; vermelho (cinza escuro) significa‘zero’; e preto-1. . . . . . . . ..
Coeficientes de componentes principais sobre composicdes de medi¢cdes de
centralidade em redes AdaRadius construidas sobre os conjuntos de dados de
Chapelle et al. (2006). O mapa de cores varia em [—1, 1]. Quanto maior o

coeficiente, mais claro; vermelho (cinza escuro) significa‘zero’; e preto -1. . . .

Aferigdes da modularidade e coeréncia de Katz, variando-se «, sobre redes GN
variando-S€ C' € Zout.  « v v v e e e e e e
Aferi¢oes da modularidade e coeréncia de Katz, variando-se «, sobre redes LFR
variando-s€ Y, B € . . . . o v e e e e e e e e e e e e
(Originalmente colorido) Redes de Mark Newman descritas na Tabela 8.4. Os
rotulos ground truth das comunidades sao discriminados pelas cores e formas
dos vértices. O espalhamento visual da rede ¢ realizado através do método de
minimizacao de energia de um sistema de molas entre todos pares de vértices,
cuja rigidez da mola entre cada par de vértices ¢ proporcional a distancia minima

entre os mesmos (Kamada & Kawai, 1989). . . . .. ... ... ... .....

XX

114



2.1

2.2

6.1

6.2

7.1

7.2
7.3
7.4

7.5

7.6

7.7

7.8

7.9

7.10

Lista de Tabelas

Descricao resumida dos conjuntos de dados utilizados no benchmark de Chapelle

etal. (2000) . . . . .. e e 28
Descricao resumida dos métodos de ASS utilizados avaliados no benchmark de
Chapelleetal. (2006) . . . . . . . . . . . . e 28

ARI médio e ranque médio obtidos por métodos de propagacdo de rétulos
semeados por nos realgados por critérios diversos de selecdo de representativos. 80

ARI médio e ranque médio obtidos por métodos de propagagao de rétulos

semeados por nos realgados pelos melhores critérios de selecao de representativos. 83

Modularidade 6tima obtida por AdaRadius e métodos classicos sobre os conjun-
tos de dados de Chapelle etal. (2006). . . . . . . ... ... ... ....... 97

Configuracdes de parametros para solucdes 6timas em termos da modularidade. 98
Escore de densidade (m/n) para solugdes 6timas em termos da modularidade. . 98
ARI obtido por métodos de rotulagdo semissupervisionados sobre redes 5NN e
AdaRadius construidas sobre dados em forma de bananas . . . . . ... .. .. 99
Erro de teste obtido por métodos de rotulacdo semissupervisionados sobre redes
5NN e AdaRadius construidas sobre os conjuntos de dados de Chapelle et al.
(2000) . . . e 100
ARI obtido por GFHF semeado por representativos sobre redes 5NN construidas
sobre dados em formade bananas. . . . . ... ... Lo oL L 102
ARI obtido por LGC semeado por representativos sobre redes 5NN construidas
sobre dados em formadebananas. . . . .. ... ... ... ... .. ... .. 103
ARI obtido por GFHF semeado por representativos sobre redes AdaRadius
construidas sobre dados em forma de bananas. . . . . . ... ... ... 104
ARI obtido por LGC semeado por representativos sobre redes AdaRadius cons-
truidas sobre dados em forma de bananas. . . . . .. ... ... ... ..... 105

ARI obtido por GFHF semeado por representativos sobre redes 5NN construidas
sobre conjuntos de dados de Chapelle et al. (2006) . . . . . . ... ... .. .. 109

Xx1



7.11

7.12

7.13

7.14

8.1

8.2

8.3

8.4
8.5

Erro de teste obtido por LGC semeado por representativos sobre redes 5NN

construidas sobre conjuntos de dados de Chapelle et al. (2006) . . . . . .. ..
Erro de teste obtido por GFHF semeado por representativos sobre redes AdaRa-
dius construidas sobre conjuntos de dados de Chapelle et al. (2006) . . . . . . .
Erro de teste obtido por LGC semeado por representativos sobre redes AdaRadius

construidas sobre conjuntos de dados de Chapelle et al. (2006) . . . .. .. ..
Erro de teste e ranque médio obtidos por modelos de ASS semeados por repre-
sentativos e benchmark de Chapelle et al. (2006) . . . . ... ... ... ...

Aferi¢des da modularidade e coeréncia de Katz, variando-se «, sobre problemas
foy assortativos. . . . . . . L. e e e e e e
Aferi¢des da modularidade e coeréncia de Katz, variando-se «, sobre problemas
toy dissortativos. . . . . .. . e e e e
Desvios padrdes do resultados do ensaios apresentados na Figura 8.2 normaliza-
dos pela diferenca entre os valores medidos para y=0.1 e 4=0.6. . . . ... ..
Breve descri¢ao de redes reais com comunidades ground truth. . . . . . . . ..
Aferi¢des da modularidade e coeréncia de Katz, variando-se «, sobre redes reais

descritasna Tabela 8.4. . . . . . . . . . . .

xxii

127



2.1
2.2
23

2.4
2.5

Lista de Algoritmos

Auto-Treinamento . . . . . . . . . . . . e e e 18
Corte minimo (Blum & Chawla, 2001) . . . . .. ... ... ... ....... 19
Campos Gaussianos e fun¢des harmonicas (Zhu & Ghahramani, 2002; Zhu et al.,

2003) .. e 20
Consisténcia local e global (Zhou etal.,2004) . . . . ... ... ... ..... 20
Competicao e cooperacao de particulas (Breve et al., 2012; Breve, 2010) . . . . 24

Xx1il



XX1V



Capitulo

Introducao

No mundo moderno, a todo instante grandes volumes de dados digitais sdo gerados. Sistemas
de vigilancia e monitoramento registram horas e horas de fluxos continuos de dados, sistemas
computacionais diversos registram transagdes em diversos dominios, microarranjos de DNA
sao utilizados no registro de expressdes génicas, contetidos diversos sao publicados na web, etc.
Além das informag¢des manipuladas diretamente, informagdes intrinsecas, frequentemente muito
valiosas, também sdo produzidas, p. ex., relagcdes de associag¢des, grupos de dados, margens
de separagdo, conhecimentos coletivos, novidades, entre outros. A cada dia que passa € mais
dificil a atuacdo eficiente de especialistas humanos analisando esses dados, de modo que torna-se
necessaria a aplicagdo de sistemas automatizados para o processamento dos dados, extragao
de informacdes e producdo de conhecimentos. Esta ¢ uma das principais motivagdes para o
aprendizado de maquina.

O aprendizado de maquina ¢ a area da ciéncia da computacdo que tem por objetivo
estudar e desenvolver métodos capazes de ‘‘aprender’’ através da experiéncia, isto ¢, através da
interacdo com dados. Tem-se por objetivo gerar modelos computacionais capazes de organizar
o conhecimento inerente aos dados, replicando de forma automatica e eficiente o processo de
analise e organizagdo que seria realizado por um especialista humano no dominio. O processo
de aprendizado induz hipoteses no sentido de aproximar fungdes equivalentes as informagdes
intrinsecas de interesse (Mitchell, 1997; Bishop, 2006; Faceli et al., 2011).

Tradicionalmente, o processo de aprendizado ¢ classificado de acordo com o grau de envolvi-
mento de um supervisor externo como supervisionado ou nao supervisionado. No aprendizado
supervisionado, o objetivo ¢ induzir hipoteses a partir de dados rotulados por um especialista.
O processo de aprendizado ird construir uma fungdo de mapeamento entrada/saida, capaz de
predizer rotulos (classes ou valores) para exemplos ndo rotulados, através de um viés indutivo.
Este tipo de aprendizado também ¢ conhecido como aprendizado preditive. Quando o rétulo

€ composto por valores discretos, o problema ¢ denominado classificacio ¢ a fun¢ao de ma-



peamento ¢ denominada classificador; quando os rétulos sdo valores continuos, o problema ¢é
denominado regressiao, e a funcdo de mapeamento, regressor (Mitchell, 1997; Bishop, 2006;
Faceli et al., 2011).

Para que se possa induzir um bom classificador, no entanto, tipicamente € necessario uma
grande quantidade de dados rotulados. A qualidade da fun¢do de mapeamento depende do quao
bem os dados rotulados representam as classes. Induzir um classificador utilizando apenas poucos
exemplos rotulados frequentemente nao resulta em boa qualidade de classificagdo. Contudo, a
rotulagdo manual de dados através de um especialista é frequentemente onerosa, requerendo,
muitas vezes, experimentos demorados e caros (Zhu & Goldberg, 2009). Na anotagao de voz,
por exemplo, para que seja anotada apenas uma hora de fala, sdo necessarias, em média, 400
horas de andlise (Godfrey et al., 1992). Na caracterizagdo de fungdes proteicas, por sua vez,
o trabalho necessario a identificacdo das fun¢des de uma unica proteina pode requerer anos
de pesquisa (Mewes et al., 2004). Em alguns casos, inclusive, ¢ necessario se considerar que
dificilmente sera possivel rotular um montante de dados que descreva efetivamente todas as
classes do problema. Tomemos como exemplo contetidos publicados na World Wide Web. A
medida que algumas paginas sao rotuladas e contetudos sao anotados por especialistas humanos,
um numero muito maior de paginas € publicado. Por isso, muitas vezes conjuntos de dados estao

disponiveis apenas parcialmente rotulados.

Nos ultimos anos, tem sido considerada a construcao de classificadores levando em conta
dados nao rotulados em adi¢do aos poucos dados disponiveis rotulados. Essa tarefa ¢ denominada
classificacdo semissupervisionada (Chapelle et al., 2006; Zhu & Goldberg, 2009; Zhu, 2008).
Especificamente, os dados ndo rotulados descrevem as distribui¢des dos dados e mediam a
propagacao dos rotulos, enquanto que os itens de dados rotulados semeiam a propagagao de
rotulos e guiam-na a estabilidade. A classificagdo semissupervisionada e outras tarefas similares
compreendem o que tem sido denominado aprendizado semissupervisionado. Como sio
empregados conceitos do aprendizado supervisionado e do aprendizado ndo-supervisionado,
o aprendizado semissupervisionado ¢ entendido como um meio termo entre os paradigmas

supervisionado e ndo supervisionado de aprendizado.

A pesquisa apresentada nesse texto se concentra no problema de classificacdo semissuper-
visionada. Por isso, o termo aprendizado semissupervisionado sera frequentemente utilizado
sindnimo ao termo classificagao semissupervisionada. O custo associado a rotulacdo manual
de dados e o desempenho superior da classificagdo semissupervisionada quando apenas poucos
itens de dados estao disponiveis rotulados sdao algumas das principais razoes para o estudo do
aprendizado semissupervisionado (Chapelle et al., 2006; Zhu & Goldberg, 2009; Zhu, 2008).

Dentre as diversas abordagens de aprendizado semissupervisionado estudadas na atualidade,
estamos interessados na abordagem baseada em redes (Zhu, 2005; Belkin et al., 2006). Nesse
caso, conjuntos de dados sao representados relacionalmente, através da abstragdo grafica. Isto
¢, cada item de dado € representado por um n6 que estd conectado com outros nos de acordo
com regras de afinidade, por exemplo, com intensidade inversamente proporcional a distancia

entre eles. A partir de conjuntos de dados vetoriais, a construgao de um grafo (ou rede) €
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uma forma de reducdo nio linear de dimensionalidade e pode corresponder ao aprendizado de
variedades (Roweis & Saul, 2000; Tenenbaum et al., 2000; Belkin & Niyogi, 2003; Belkin et al.,
2006; Zhu, 2005). A propagacao de réotulo sobre essa estrutura, por sua vez, ¢ semelhante ao
espalhamento de rumores, informagdes ou virus em redes sociais, virus ou spans em redes de
e-mails e redes tecnoldgicas, e a propagacao de sinais em redes neurais bioldgicas (Lloyd & May,
2001; Newman et al., 2002; Moreno et al., 2004; Vogels & Abbott, 2005; Barrat et al., 2008).

Devido a grande disponibilidade de recursos computacionais e a evolugdo das redes de
comunica¢do, modelagens de dados bastante informativas, p. ex. baseadas em redes, passaram a
ser amplamente usadas recentemente. O topico denominado redes complexas alcangou posi¢ao
de destaque, atraindo o interesse de pesquisadores de diversas areas, inclusive da computacao.
Redes complexas ¢ o nome dado as redes de grande escala que possuem padrdo de conexdes
ndo trivial, tipicamente resultantes da evolug@o do sistema que modelam (Newman, 2003b).
Dentre os sistemas frequentemente representados e estudados sob essa perspectiva, destacam-se a
Internet (Faloutsos et al., 1999), a World Wide Web (Albert et al., 1999), as redes de distribuigdo
de energia elétrica (Albert et al., 2004), as redes de colaboragdo entre cientistas (Newman, 2001),
as redes de interagdes sociais entre individuos (Scott, 2000), as cadeias de contatos sexuais
(Liljeros et al., 2001), as cadeias alimentares (Montoya & Solé, 2002), as cadeias de interagdes
metabdlicas (Jeong et al., 2000), e as redes neurais bioldgicas (Sponrs, 2002; Bullmore & Sporns,
2009), dentre muitos outros. Estudos diversos t€ém sido reportados relacionando caracteristicas e
propriedades de redes com o funcionamento dos sistemas por elas modelados (Newman, 2010;
Cohen & Havlin, 2010; Barrat et al., 2008; Costa et al., 2007; Boccaletti et al., 2006; Newman,
2003b; Bornholdt & Schuster, 2003; Albert & Barabasi, 2002; Fortunato, 2010).

Um dos topicos que alavancaram a area foi a detec¢ido de comunidades. Girvan & Newman
(2002) mostraram que muitas redes reais possuem conjuntos de noés densamente conectados
entre si, cujas ligacdes com nos de fora do grupo sdo esparsas. Esses conjuntos de nds sao
denominados comunidades. Diversas propriedades e comportamentos de sistemas complexos,
tais como circulos de amizade, familias e comunidades em redes sociais (Moody & White,
2003), fungdes proteicas em redes de interagdes entre proteinas (Rives & Galitski, 2003), paginas
com conteudos relacionados na web (Flake et al., 2002), entre outros, estdo relacionados a sua
formacado. A identificagdo dessas estruturas ¢ denominada deteccao de comunidades (Newman
& Girvan, 2004; Clauset et al., 2004; Newman, 2004a; Danon et al., 2005; Lancichinetti &
Fortunato, 2009; Fortunato, 2010).

Recentemente, a detec¢do de comunidades vem sendo estudada considerando o paradigma
semissupervisionado. Breve et al. (2012), p. ex., propuseram uma abordagem que estende a
dinamica de competi¢do entre particulas, proposta em (Quiles et al., 2008) a cooperagdo entre
times de particulas. Realizando caminhadas na rede, ora aleatdrias, ora deterministicas, as
particulas colaboram entre si de acordo com seus times e possuem vizinhangas de seguranga em
torno de nos rotulados com o rotulo do seu time, para onde retornam quando enfraquecidas e
onde recuperam seu potencial de exploragdo (vide Secao 2.4.5). Ma et al. (2010), por sua vez,

propuseram uma abordagem de deteccao de comunidades semissupervisionada combinando o



método de fatoragdo de matrizes ndo negativas com agrupamento semissupervisionado (Lee &
Seung, 1999, 2001). Allahverdyan et al. (2010), por outro lado, demonstraram que a atribuigao
de rotulos relativos as comunidades de uma quantidade minima de nds ¢ suficiente para mudar o
limiar entre redes com comunidades detectaveis e redes sem comunidades detectaveis (Reichardt
& Leone, 2008; Decelle et al., 2011; Steeg et al., 2014; Zhang et al., 2014).

1.1 Motivacao

Dado um conjunto de dado com grupos gerados a partir de distribui¢des arbitrarias, Guha et al.
(1998) apresentam um método para estimar o tamanho da amostra aleatdria capaz de representar
adequadamente todos os grupos em um conjunto de dados, de modo que nenhum grupo seja
omitido. Esse resultado ¢ formulado sobre o limite de Chernoff (Motwani & Raghavan, 1995).
Segundo Guha et al. (1998), o tamanho da amostra independe do nimero de objetos do conjunto
de dados e esta relacionado ao numero de grupos de interesse e ao tamanho do menor grupo
de interesse, em outras palavras, depende do numero de objetos que estimamos ser suficiente
para descrever cada grupo arbitrario. Dado um conjunto de dados com 2 grupos, cujo menor
grupo de interesse possui metade do tamanho médio dos grupos, e sejam 5 exemplos de cada
grupo suficientes para representar satisfatoriamente a distribui¢do de dados de cada grupo, o
tamanho da amostra necessaria para se garantir com 99% de certeza que todos os grupos do
conjunto de dados sdo devidamente cobertos ¢ 72 objetos. Aumentando o nimero de grupos para
10, e o nimero de elementos necessario a representacao da distribuicdo de cada grupo para 10, o
tamanho da amostra necesséria chega a cerca de 500 objetos. Rotular manualmente tantos itens
de dados ¢ uma tarefa bastante onerosa. A Se¢do 3 apresenta em maiores detalhes os resultados
de Guha et al. (1998).

Para que o aprendizado semissupervisionado oferega bom desempenho de classificagdo ¢
necessario que classes e grupos do conjunto de dados sejam consistentes (vide Sec. 2.1), fazendo
o resultado acima muito importante para o aprendizado semissupervisionado. Em geral, dados
sao gerados de forma automatizada nao rotulados e sua rotulagao requer o envolvimento de
especialistas no dominio, rotulando-os manualmente. Porém, dificuldades na visualizagao de
grandes volumes de dados, bem como o custo associado ao envolvimento do especialista, sao
desafios que podem restringir o desempenho dessa tarefa. Logo, o destacamento automatico de
bons candidatos a dados rotulados, doravante denominados individuos representativos, ¢ uma
tarefa de grande importancia, e pode proporcionar uma boa relagio entre o custo com especialista
e o desempenho do aprendizado, possibilitando que o tamanho da amostra suficiente a boa
representacdo das classes de interesse seja minimizado.

Especificamente, concentramos nossos estudos em métodos baseados em redes, pois a
abstragdo grafica nos oferece diversas vantagens, p. ex., a representacao de relagdes topologicas
para além das relacdes espaciais. Além disso, medidas de redes bem definidas, sdo capazes de
caracterizar os n6s de uma rede em diversos niveis. Mais ainda, via de sentido duplo, os critérios

propostos podem ser aplicados, nao apenas a selecao de individuos representativos para semear

4



o aprendizado semissupervisionado, mas também a problemas em redes complexas, tais como
resiliéncia, epidemiologia, propagacdo de rumores e informacdes (Huang et al., 2006), teoria
dos jogos (Goyal et al., 2014), crescimento e auto-organizagao, entre outros (Barrat et al., 2008;
Boccaletti et al., 2006).

(a) (b)

Figura 1.1: Rede dos clubes de caraté: em (a) colorida de acordo com o rétulo das academias e
em (b) de acordo com a representatividade dos individuos. Quanto mais clara a cor do n6 em (b),
maior a representatividade do individuo de acordo com um dos critérios propostos no presente
trabalho.

Tomemos como exemplo a rede dos clubes de caraté compilada por Zachary (1977) e
ilustrada na Figura 1.1. Essa rede caracteriza as relagdes de amizade dos individuos envolvidos
no episodio do rompimento das colaborac¢des entre dois instrutores de caraté de uma academia.
Por ocasido, o instrutor B desligou-se desta e tornou-se treinador de outra academia. Na ilustracao,
os individuos sdo representados pelos nos; as relagdes de amizade pelas arestas entre eles; € os
instrutores pelos nos 1 e 34 (instrutor B). Acredita-se que o desligamento de diversos alunos
da primeira academia e matricula na segunda academia se deve a influéncia que o instrutor B
exercia sobre 0s mesmos.

Do ponto de vista do aprendizado de maquina, os rotulos das academias associados aos
individuos é uma informacao ground truth de suas classes, cuja funcdo de separacao entre as
mesmas pode ser aprendida. Mesmo que o leitor jamais tenha estudado esse topico, com base
na visualizacao da rede, ele pode fazer uma conjectura dos grupos inerentes ao problema e
até mesmo dos individuos representativos para o problema. Em se tratando do aprendizado
semissupervisionado, os nés 1 e 34 sdo considerados boas sementes para a propagacdo de
rotulos e discriminagdo entre os individuos de acordo com suas academias. Adicionalmente, ao
considerarmos também a rotulagdo dos individuos 2, 3, 32 e 33, podemos melhorar a qualidade
da rotulagdo semissupervisionada, resultando no melhor ajuste do classificador.

Em cenarios andlogos, nds representativos podem ser considerados bons vetores de espalha-
mento de agentes infecciosos, rumores, etc; bons lideres ou reguladores de grupos, até mesmo
responsaveis pelo processo de auto organiza¢do dos individuos no seu entorno; individuos

promiscuos em redes de contatos sexuais; sistemas neurais centrais; proteinas letais em redes



de interagdes entre proteinas; etc. Consequentemente, sdo alvos interessantes, respectivamente,
para a imunizagao eficiente da rede (Albert et al., 2000; Holme et al., 2002; Pastor-Satorras &
Vespignani, 2002), para o ataque e fragmentagdo da rede (Albert et al., 2000; Cohen et al., 2000,
2001; Jeong et al., 2001; Newman et al., 2002), etc.

1.2 Objetivo

O presente trabalho tem como principal objetivo explorar a influéncia dos dados disponiveis
rotulados no desempenho do processo de aprendizado semissupervisionado baseado em redes.

Desconhecidas as caracteristicas do modelo gerador dos dados, podemos pensar no problema
de identificagdao de um subconjunto representativo dos dados como um problema de otimizagao
combinatoéria, cuja solugdo correta, por otimizagdo multiobjetivo, maximiza a acurécia da
classificacdo semissupervisionada e minimiza o tamanho do subconjunto de representativos.
Nossa hipotese, no entanto, ¢ a seguinte. Se tivermos os dados representados através de uma
rede que reflita devidamente o processo de geracao dos dados, itens de dados representativos

destacar-se-ao em relacdo aos demais. Portanto:

I. Propriedades e medidas de caracterizagao de individuos centrais em redes complexas sao
estudadas a fim de propor critérios para a caracterizagao e identificagdo de nos representati-

VOs;

II. Sabido que em redes com caracteristicas diversas critérios diversos de caracterizacao de
representativos se destacam, visamos também a proposi¢cdo de uma abordagem unificada

para o problema,;

III. Além disso, abordagens para a construg¢ao de rede a partir de dados vetoriais sdo estudadas
no sentido de realgar nds representativos. Os grafos resultantes devem ser capazes de
representar a relagao entre rotulos e dados apropriadamente. Por questdes de eficiéncia
também devem ser esparsos, porém nao granulados, de modo que o desempenho da
propagacdo de rotulos ndo esteja condicionado a identificagdo de nds representativos em

cada componente do grafo;

IV. Medidas de validacao de construcao de redes para essa finalidade também sdo estudadas.

1.3 Trabalhos relacionados

A identificagdo de individuos representativos dentro do aprendizado de maquina ndo € um
problema exatamente novo. Quando em métodos classicos de agrupamento de dados, como
k-médias e k-medoides, sdo estimados os centroides e medoides, respectivamente, busca-se por

representativos dos grupos que resultam na minimizacao do erro empirico,

k

e=> > lp—mil” (1.1)

i=1 peC;
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onde C; € o conjunto de objetos da particdo i e m; € o centroide (ou medoide) estimado para
¢ (Jain & Dubes, 1988; Kaufman & Rousseeuw, 1990; Jain, 2010). A relacdo com o objeto
do presente trabalho torna-se mais evidente ao considerarmos o método Clustering by Using
REpresentatives (CURE), que, com fins a representacdo apropriada de grupo de dados com
formatos arbitrarios, considera diversos representativos por grupo (Guha et al., 1998). De outra
maneira, 0 método DBSCAN define os itens de dados como pontos centrais, pontos de borda, ou
outliers, de acordo com suas disposi¢des em relagdo aos demais (Ester et al., 1996). Ainda mais
relacionado ao presente trabalho, Frey & Dueck (2007) propuseram um método de agrupamento
de dados baseado na propagagao de mensagens em uma rede de similaridades entre pares de
individuos, denominado propagacao de afinidade. Esse método considera a identificacdo de um
subconjunto de exemplos representativos, através dos quais os grupos emergem. Os demais itens

de dados sdo conectados aos exemplos representativos que melhor lhes representem.

Esses métodos buscam por individuos representativos considerando o espalhamento dos
dados. Em se tratando de dados em rede, outra abordagem bastante conveniente € primeiro
identificar as comunidades da rede, e, em seguida, caracterizar os individuos representativos
de cada comunidade (Motta et al., 2009). A hipotese estudada no presente trabalho, vai um
pouco além, no entanto. Para nds, a representatividade ¢ um fenomeno diretamente relacionado
a formagdo de comunidades em redes. Isto ¢, as estruturas de comunidades em uma rede
sdo resultado da organizacdo de seus individuos em torno de seus representativos. E, por
1ss0, assumimos que estruturas de rede consistentes com o processo de geracdo dos dados
devem realcar individuos representativos. Até onde sabemos, abordagens mais semelhantes a
abordagem proposta ndo sdo conhecidas. Podemos considera-la no entanto, como uma variacao
do aprendizado ativo, uma vez que os critérios estudados possibilitam a escolha dos dados

sobre os quais o processo de aprendizagem ¢ realizado (Settles, 2009; Olsson, 2009).

Aprendizado semissupervisionado e aprendizado ativo sdo paradigmas de aprendizado de
maquina relacionados que atacam a indisponibilidade de dados rotulados de formas opostas.
Como destaca Settles (2009), enquanto que o aprendizado semissupervisionado explora aquilo
que se pensa saber sobre os dados ndo rotulados (p. ex., que sua distribui¢do € consistente com
as distribui¢des das classes), métodos de aprendizado ativo sdo propostos de forma a explorar
aspectos dos dados que por ora sdo desconhecidos. Seja L o orcamento total previsto para a
rotulacdo de dados, o aprendizado ativo consiste em iterativamente selecionar um subconjunto
dos dados ndo rotulados, | < L, apresentar os itens de dados a um oraculo capaz de rotulé-los
com certo grau de confianga, e utiliza-los para induzir um classificador. Na primeira iteragdo o
subconjunto de dados selecionado para a rotulacdo manual ¢ escolhido arbitrariamente ou ao
acaso. Da segunda itera¢do em diante, a selecdo acontece de acordo com critérios como nivel de
incerteza do classificar sobre o rétulo predito para o item de dado, divergéncia entre os rétulos
atribuidos por um comité de classificadores, mudanga esperada no modelo, reducao esperada
do erro do modelo e redugdo esperada da variancia do modelo. Em outras palavras, métodos de
aprendizado ativo selecionam seu conjunto de individuos representativos de forma adaptativa,

de acordo com a resposta do modelo aos incrementos no conjuntos dos dados rotulados. A



abordagem estudada no presente trabalho, difere, portanto, das abordagens tradicionais de
aprendizado ativo ao realizar a sele¢do do conjunto de representativos em uma Unica iteragao,
buscando tirar vantagem da representacao dos dados. Mesmo abordagens de aprendizado ativo
em lote, que maximizam [, tém o ganho de desempenho atrelado a iteratividade do aprendizado
ativo (Settles, 2009; Brinker, 2003; Xu et al., 2007; Hoi et al., 2006b,a).

1.4 Organizacao do documento

Doravante este documento esta organizado em duas partes. A primeira parte compreende
uma revisdo bibliografica sobre fundamentos e conceitos relacionados aos topico aprendizado
semissupervisionado, amostragem aleatoria e redes complexas e a segunda parte compreende
resultados, discussdes e conclusdes que suportam a presente tese. O leitor que tem certo dominio
sobre os topicos aprendizado semissupervisionado e redes complexas pode passar diretamente
a segunda parte desse texto e inteirar-se das principais contribuigdes desse trabalho. Sempre
que topicos especificos forem abordados, referéncias as se¢des que os introduzem sao feitas,

possibilitando ao leitor obter maiores esclarecimentos sobre o topico, caso lhe pareca necessario.



Parte I
Fundamentos e Conceitos







Capitulo

Aprendizado Semissupervisionado

Aprendizado de méaquina ¢ a area da ciéncia da computagdo que visa desenvolver métodos
capazes de ‘‘aprender’’ através da experiéncia. Modelos computacionais sdo construidos com o
objetivo de organizar o conhecimento inerente aos dados através da inferéncia de hipoteses. Esse
processo imita de forma automatica o processo de analise e organizagao dos dados que seria
realizado por um especialista humano no dominio (Faceli et al., 2011; Bishop, 2006; Mitchell,
1997). Duas das principais motivagdes para o aprendizado de maquina sdo: a crescente comple-
xidade dos problemas computacionais; e o grande volume de dados gerados por setores diversos.
Nesse contexto, a demanda das tarefas ¢ muito grande, fazendo da atuacao de especialistas
humanos, além de onerosa, ineficiente. Logo, as técnicas de aprendizado de maquina reduzem a
necessidade de interven¢do humana e a dependéncia dos especialistas, gerando hipoteses através
da exposicao aos dados.

Tradicionalmente, o processo de aprendizado ¢ classificado como supervisionado ou nao
supervisionado, de acordo com o grau de envolvimento de um supervisor externo. Alguns
autores, no entanto, consideram a categorizacdo em relacdo a tarefa de aprendizagem realizada.
De acordo com esse critério o aprendizado de maquina ¢ dividido em aprendizado preditivo ¢
aprendizado descritivo (Faceli et al., 2011; Mitchell, 1997).

Podemos formular o aprendizado descritivo da seguinte maneira. Seja X = {z1,...,2,}
um conjunto de n itens de dados (também denominados objetos, exemplos, instancias, padroes,
ou registros), onde z; € X, um hiperespagco R”, D-dimensional; X também pode ser definido
em termos da matriz (n X D)-dimensional X, onde cada linha compreende um exemplo z;.
Seja cada exemplo z; identicamente e independentemente distribuido (i.i.d), amostrado a partir
de uma distribuicao em X, o aprendizado descritivo consiste fundamentalmente em estimar a
densidade geradora de X (Chapelle et al., 2006). No entanto, hipoteses mais fracas também
sdo tomadas, tais como o agrupamento dos dados, a deteccdo de outliers, a sumarizacdo, € a

associacdo. Na tarefa de agrupamento de dados, por exemplo, os dados sdo agrupados de acordo
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com algum critério de similaridade entre eles, de modo que sejam formados grupos homogéneos
(Jain, 2010; Everitt et al., 2009; Jain & Dubes, 1988). Na deteccao de outliers, outro exemplo,
o objetivo ¢ identificar dados discrepantes, sendo que a avaliagdo sobre os dados pode se dar:
em relacdo a todo o conjunto de dados, onde os outliers sdo ditos pontuais; em um contexto
especifico, onde os outlier sdo ditos contextuais; ou no coletivo, onde cole¢des de objetos sdo
ditos outliers coletivos (Araajo, 2010; Chandola et al., 2009). Na sumarizagao (ou redugao de
dimensionalidade), por sua vez, o objetivo € encontrar uma representacao simples e compacta
dos dados. Nesse sentido, sdo utilizados desde medidas estatisticas a técnicas de visualizacao.
Na associagdo, por fim, o objetivo ¢ a identificacdo de padrdes de associagdo frequentes. Cada
objeto representa uma transagao, € ¢ composto por um conjunto de itens. Subconjuntos de
itens que frequentemente aparecem associados em transac¢des sdo ditos padrdes de associacao
frequentes (Faceli et al., 2011).

O aprendizado preditivo, por sua vez, pode ser formulado como segue. Seja X = {zy,...,z,}
um conjunto de n dados, como descrito no paragrafo anterior, e seja Y = {y1, ..., y,} um con-
junto de roétulos, cada elemento z; € X possui um elemento y; associado. Existem duas familias
de algoritmos preditivos: os algoritmos generativos e os algoritmos discriminativos (Chapelle
et al., 2006). Os algoritmos generativos tentam modelar a densidade condicional dos rétulos,
p(z|y), utilizando algum procedimento de aprendizado ndo supervisionado. Um exemplo ¢é a

inferéncia da densidade preditiva através do teorema de Bayes, onde

_ _ p(zly)r(y)
P = aly)ptu)dy D

p(z|ly)p(y) = p(x,y) é a densidade conjunta dos dados a partir da qual cada par (z;, y;) pode
ter sido gerado. Os algoritmos discriminativos, por sua vez, tentam estimar p(y|z). Sejam
(x;,y;) pares gerados i.i.d., de acordo com uma distribui¢@o no hiperespago X' x ), o objetivo do
aprendizado ¢ aprender uma fun¢do de mapeamento fix—uy, capaz de aproximar a fungao f,
desconhecida, que de fato mapeia X x ). Alguns métodos, por exemplo, limitam-se a construir
um modelo de inferéncia que avalie apenas se p(y|x) é maior ou menor que certo limiar. E o caso
das maquinas de vetor de suporte (SVM). Adicionalmente, se, Vz;, f (x;)) =y, € {c1,... ¢},
1.€., f (x;) assume valores em um conjunto finito e discreto de rotulos, a fungdo f ¢ dita um
classificador ¢ a tarefa de aprendizado ¢ denominada classificacao; se, por outro lado, Vz;,
f (x;) =y; € R, ie, f (x;) assume valores em um conjunto infinito e ordenado de valores, i.e.,
valores continuos, f ¢ dita um regressor ¢ a tarefa ¢ denominada regressao.

Outro critério para categorizar o aprendizado diz respeito ao dominio da hipotese ““apren-
dida’’. Frequentemente se deseja generalizar o conhecimento aprendido para dados além dos
dados disponiveis no processo de aprendizado, i.e., além do conjunto de treinamento. Quando a
hipdtese ¢ capaz de fazé-lo efetivamente, o aprendizado ¢ dito indutive. Porém, em alguns casos
¢ suficiente que a hipdtese seja capaz de lidar apenas com o conjunto de treinamento. Nesse caso
o aprendizado ¢ dito transdutive. Considere, por exemplo, a tarefa de classificagdo. Enquanto
que um classificador indutivo discriminativo infere uma fungao f : © — y no hiperespaco X’ x )

capaz de realizar predi¢des sobre qualquer z; € X, um classificador transdutivo discriminativo
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infere uma fung¢do g : X,, — y definida apenas no conjunto finito de elemento X, conhecido
durante o processo de aprendizado, dito conjunto de treinamento. Ainda que inferidas a partir
do mesmo conjunto de pares (z;,y;), as fungdes f e g, possuem dominios distintos, diferindo
claramente no viés sob o qual foram inferidas. Como considerado por Vapnik (1999), no sentido
de resolver um problema, ndo se deve resolver um problema mais complexo como um passo
intermediario. Nao se deve inferir uma hipdtese indutiva no sentido de resolver apenas um
problema transdutivo. Baseados em redes, os classificador utilizados no presente trabalho sao
em geral transdutivos. Extensdes sdo estudadas a fim de ampliar o dominio de inferéncia de suas
hipoteses.

Como um meio termo entre os paradigmas ndo supervisionado e supervisionado de aprendi-
zado, recentemente, o paradigma de aprendizado denominado aprendizado semissupervisio-
nado tem sido considerado. Nesse caso, poucos dados possuem rétulos associados, enquanto
que a maior parte ndo possui (Chapelle et al., 2006; Zhu, 2008). Tanto tarefas preditivas, como
tarefas descritivas podem ser tratadas sob o paradigma semissupervisionado. No entanto, o viés
utilizado nessas tarefas ¢ modificado para incorporar informagdes tanto de dados rotulados como

de dados nao rotulados.
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Figura 2.1: Tarefa de classificagdo: (a) supervisionada, (b) semissupervisionada indutiva, ¢ (c)
semissupervisionada transdutiva. As diferencas entre esses paradigmas sao a forma como os
dados sdo tratados com fins & modelagem de um classificador e o dominio do modelo. Enquanto
que o supervisionado considera apenas dados rotulados, o semissupervisionado considera tanto
dados rotulados quanto dados nao rotulados. Com relagdo ao dominio do modelo, por outro
lado, o aprendizado transdutivo infere hipdteses que limitam-se ao conjunto de dados disponivel
durante o treinamento, enquanto que o aprendizado indutivo infere hipoteses que atuam sobre
todo o hiperespaco dos dados.
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No presente trabalho a tarefa de interesse ¢ a classificacio semissupervisionada, forma-
lizada da seguinte maneira. Seja o conjunto de dados X = {zy,...,x,} dividido em dois
subconjuntos: X; = {z1,...,x;} e Xy, = {x)31,...,2,}, onde I<n. SejaY = {y1,...,u}
um conjunto de rétulos, em que todo y; € {c1,...,cq}. Todo z; € X possui um rétulo y;
associado. Os rétulo do subconjunto X, ndo sdo conhecidos a priori. O aprendizado semissuper-
visionado tem como objetivo inferir um classificador f : x — y, caso indutivo, ou um classificar
g : X, — vy, caso transdutivo, capaz de rotular os dados nao rotulados de acordo com o conjunto
de rotulos, Y, associado a X;. Tanto dados rotulados como dados nao rotulados sdo levados em
considera¢do na indugdo da hipotese.

Na classificacdo supervisionada, apenas dados rotulados sdo considerados. Nesse caso, para
que seja possivel induzir uma boa hipdtese, que de fato aproxime o mapeamento existente em
X x Y, énecessario que os dados rotulados representem muito bem as caracteristicas dos dados
em todo hiperespaco. Em outras palavras, a qualidade do modelo induzido estd condicionada a
quao bem os dados sdo representados para amostra de dados disponivel rotulada. Logo, quando
estao disponiveis apenas poucos dados rotulados, a qualidade de classificagdo supervisionada ¢
frequentemente ruim. Na classificacdo semissupervisionada, os dados nao rotulados possibilitam,
na auséncia de suficientes dados rotulados, a descricao do espalhamento das classes, suportado
pelas hipoteses de suavidade e grupos. A Figura 2.1 ilustra a diferenga entre a tarefa de

classificacao supervisionada, semissupervisionada indutiva e semissupervisionada transdutiva.

2.1 Suposicao de suavidade, agrupamento e variedade

O paradigma semissupervisionado torna-se terminantemente interessante quando, para essa
tarefa, sdo satisfeitas duas suposi¢des sobre a consisténcia dos dados: a suposicdo de suavidade
e a suposicdo de grupos (Zhou et al., 2004; Belkin et al., 2006). Para que seja satisfeita a
suposicao de suavidade, dados proximos no espago de atributos devem possuir rotulos similares.
A hipétese induzida para a tarefa de classificagdo semissupervisionada deve ser mais suave em
regides de alta densidade do que em regides de baixa densidade. A suposi¢ao de grupos, por sua
vez, determina que dados que estdo localizados em um mesmo grupo possuam um mesmo rotulo.

Enquanto que a suposi¢ao de grupos garante a consisténcia global entre rotulos e grupos, a
suposicao de suavidade garante a consisténcia local entre rotulos e grupos, completando uma a
outra. Satisfeitas essas suposi¢oes, o paradigma semissupervisionado de classificacdo consegue
melhorar o paradigma supervisionado com poucos dados rotulados. Considere a Figura 2.2 em
que os circulos escuros denotam dados rotulados, enquanto que os circulos claros representam
dados ndo rotulados. Aplicando-se um algoritmo supervisionado, a fronteira de decisdo € estabe-
lecida proximo a linha pontilhada. No entanto, considerando um algoritmo semissupervisionado,
a fronteira de decisao ¢ estabelecida proximo a linha continua. Ao considerar a distribui¢ao dos
dados ndo rotulados um algoritmo semissupervisionado ird estabelecer sua superficie de decisdo
satisfazendo as suposi¢des de suavidade e grupos, refletindo mais fielmente a distribuicdo dos
dados.
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Figura 2.2: Ganho com a classificacao semissupervisionada. Os circulos escuros denotam dados
rotulados, enquanto que circulos claros, dados nao rotulados. Enquanto que aplicando-se um
algoritmo supervisionado, a fronteira de decisdo seria estabelecida proximo a linha pontilhada,
aplicando-se um algoritmo semissupervisionado, a fronteira de decisdo certamente seria esta-
belecida proximo a linha continua. Os dados nao rotulados permitem construir superficies de
decisdo melhor ajustadas a distribuicao dos dados. Figura reproduzida de (Zhu et al., 2007), com
permissdao. Copyright © 2007, Association for the Advancement of Artificial Intelligence.

Adicionalmente, temos também a suposicao de variedade. Sejam os dados representados
em um espaco D-dimensional através de hiper-superficies curvas, ditas variedades', assumimos
que existe um espago d-dimensional, d < D, onde as variedades sdo mais facilmente separaveis.
Dados pertencentes a uma mesma variedade devem possuir um mesmo rotulo.

Resumindo, deve existir consisténcia entre classes e grupos, variedades e regides densas.
O conhecimento sobre p(z) adquirido através dos dados ndo rotulados deve consistir em infor-
magdes uteis a inferéncia de p(y|z). Caso contrario, o aprendizado semissupervisionado, ao
invés de induzir hipdteses melhores que o aprendizado supervisionado, pode induzir hipdteses
degeneradas, desvirtuando p(y|x). Esse efeito ¢ investido por Cozman et al. (2003); Cozman &
Cohen (2006).

2.2 Significancia do aprendizado semissupervisionado

As motivagdes mais comuns para o aprendizado semissupervisionada estdo na dificuldade
de obtencao de dados rotulados e, quando apenas poucos dados estdo disponiveis rotulados, na
melhoria da qualidade de aprendizado ao se considerar adicionalmente os dados nao rotulados.
No entanto a significancia do aprendizado semissupervisionado vai além dessas questoes. Como
considerado por Belkin et al. (2006), sem duvidas, a maior parte do aprendizado natural
ocorre em regime semissupervisionado, pois vivemos em um mundo no qual os seres vivos sao
constantemente expostos a um fluxo de estimulos naturais. Esses estimulos correspondem a
dados nao rotulados aos quais temos facil acesso. Por exemplo, consideremos o problema de
aquisicao fonoldgica, onde uma crianga € exposta continuamente a diversos estimulos acusticos.
Naturalmente, os estimulos ndo sdo acompanhados de marcadores fonologicos identificaveis
(rotulos). Nesse caso, o feedback corretivo (positivo ou negativo) por parte de uma outra pessoa

¢ a principal fonte de rotulos, sendo, uma pequena porcao de feedbacks, suficiente para permitir

'Do inglés: manifold.
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a crianga dominar o mapeamento acustico-fonético de quaisquer linguagens.

Ainda segundo Belkin et al. (2006), a habilidade humana de aprender conceitos ndo supervi-
sionados, como, por exemplo, grupos e categorias de objetos, sugere que dados nao rotulados
podem ser utilizados satisfatoriamente para aprender invariancias, para formar categorias, €
para construir classificadores. Na maioria das tarefas de reconhecimento de padrdes, os seres
humanos tém acesso apenas a uma pequena quantidade de dados rotulados. Logo, o sucesso do
aprendizado humano se deve em muito a utilizagdo efetiva dos dados nao rotulados para extrair
informagdes necessarias a generalizagao do aprendizado.

Considere a ilustracdo apresentada na Figura 2.3. Em (a) sdo apresentados dois objetos
rotulados de acordo com classes distintas. No sentido de separar os objetos da imagem em
classes, a superficie de separagdo induzida por um humano se aproxima da superficie ilustrada
pela cor de fundo, uma separagdo linear. Além disso, o conhecimento prévio sobre classes,
também induz o observador a concluir que existem apenas duas classes ilustradas no problema.
Considerando adicionalmente dados ndo rotulados, como em (b), o processo de indugdo ¢
enviesado. A superficie de separagdo ¢ ajustada a distribui¢do observada nos objetos ndo
rotulados. Intuitivamente, os dados ndo rotulados acrescentam informagdes ao processo de

aprendizagem.

— Y
’ T ON

(a) (b)

Figura 2.3: Informagdes intrinsecas acrescentadas por dados nao rotulado e pelo conhecimento
prévio. Em (a) dois objetos de classes distintas estdo devidamente rotulados. A superficie de
separagao induzida por um humano ¢ ilustrada pela cor de fundo, uma separagao linear. Em (b)
sdo considerados, adicionalmente, os dados nao rotulados. A superficie de separacdo induzida é
modificada. Figura adaptada de (Belkin et al., 2006) com a permissao dos autores.

Nao por acaso, ao observarmos os padroes tridimensionais apresentados na Figura 2.4 somos
capazes de separa-los em duas classes. Zhu et al. (2007) realizaram um estudo utilizando
padrdes como esses em um experimento comportamental no sentido de verificar se de fato os
seres humanos realizam aprendizado semissupervisionado. Para avaliar o aprendizado, novos
exemplos foram apresentados, para os quais foram registradas a inferéncia e o tempo de reagao
dos participantes. Os resultados obtidos levaram os autores a concluir que um comportamento
semissupervisionado tenha sido, de fato, realizado pelos participantes da pesquisa. Aprendendo
apenas com padroes rotulados a inferéncia dos mesmos sobre novos exemplos resultou em uma
superficie de separacdo bastante estavel a meia distancia entre os padrdes rotulados. Quando

apresentados, adicionalmente, padrdes nao rotulados, a superficie de separacao foi deslocada
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de tal forma a refletir a distribui¢ao através da qual os padrdes nao rotulados foram gerados.
Além disso, também foi observado o deslocamento na distribui¢ao do tempo médio de resposta.
Esse resultado também ¢ significativo, pois padrdes proximos da superficie real de separacao
requerem mais tempo para serem categorizados. A observagdo do deslocamento da distribuigdo
do tempo médio de resposta sugere que de fato padrdes ndo rotulados, modificam ndo somente

as inferéncias, como também a real superficie de separagdo criada pelos participantes.

¥xnnstsstscco
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Figura 2.4: Exemplos de padrdes tridimensionais considerados por Zhu et al. (2007). A forma
geométrica varia de acordo com o parametro x, apresentado abaixo de cada forma. No ex-
perimento alguma formas foram apresentadas rotuladas; a maioria, no entanto, sem rotulos.
Figura reproduzida de (Zhu et al., 2007), com permissao. Copyright © 2007, Association for the
Advancement of Artificial Intelligence.

2.3 Principais abordagens de aprendizado semissupervisio-
nado

Virios algoritmos de aprendizado semissupervisionado tem sido propostos na literatura (Zhu,
2008; Chapelle et al., 2006; Zhu & Goldberg, 2009), sendo que grande parte dos mesmos utiliza
como base algum algoritmo que foi projetado como técnica de aprendizado supervisionado
ou ndo supervisionado. Esses algoritmos sdo modificados de modo que possam tratar tanto
dados rotulados como dados ndo rotulados. Temos como exemplo o COP k-médias (Wagstaff
et al., 2001), que ¢ uma modificagdo do k-médias (MacQueen, 1967); maquinas de vetor de
suporte transdutivas (TSVM) (Vapnik, 1998), que ¢ uma extensao das maquinas de vetor de
suporte (SVM) (Vapnik, 1999; Cortes & Vapnik, 1995); e até mesmo algoritmos baseados em
maximizagao de expectativa (EM) (Nigam et al., 2000). Segundo Chapelle et al. (2006), as
técnicas de aprendizado semissupervisionado podem ser classificadas em: modelos geradores,
modelos de separagdo por baixa densidade e modelos baseados em redes. A forma como as
abordagens de aprendizado semissupervisionado tratam as suposigdes de suavidade, grupos e
variedades representa uma das diferencas fundamentais entre elas.

Zhu & Goldberg (2009) consideram, adicionalmente, as abordagens baseadas em auto-trei-
namento e em co-treinamento. O auto-treinamento funciona como um método wrapper, onde
a escolha da técnica de aprendizado utilizada € totalmente aberta. O classificador escolhido €
inicialmente treinado com o pequeno montante de dados rotulados inicialmente disponivel, e
entdo ¢ utilizado para classificar os dados ndo rotulados. Dos dados inicialmente ndo rotulados,
aqueles classificados com a maior certeza e os respectivos rotulos associados sao adicionados ao
conjunto de treinamento. O processo de inducao do classificador se repete iterativamente até
que todos os objetos inicialmente ndo rotulados sejam rotulados com um alto grau de certeza

(Algoritmo 2.1). O classificador usa sua propria predi¢dao para ensinar a si mesmo.
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Algoritmo 2.1 Auto-Treinamento

1: Defina L < {(z:, go)—1} e U  {(x;,5) 00,

2: repita
3 Treine um classificador f no conjunto L utilizando aprendizado supervisionado;
4:  Aplique f aos dados ndo rotulados em U,
5
6
7:

Remova de U o subconjunto S cuja classificacdo possui auto indice de certeza;
Adicione {(z, f(z))|lz € S} a L;
até que U = ();

Uma desvantagem nessa abordagem ¢ que eventuais erros de classificacio serdo propagados
para as iteracdes subsequentes. Porém, alguns algoritmos evitam que erros de classificagdo sejam
refor¢ados ‘‘desaprendendo’’ dados cujo nivel de certeza seja depreciado abaixo de um certo
limiar. Outras abordagens consideram diversos classificadores atuando de forma cooperativa,
como ensembles (Zhou & Li, 2005). Considerando dois classificadores, por exemplo, o primeiro
classificador rotula exemplos que serdo utilizados pelo segundo classificador e vice-versa, no
que ¢ conhecido como co-treinamento (Blum & Mitchell, 1998; Goldman & Zhou, 2000).

2.4 Aprendizado semissupervisionado baseado em redes

Foco do presente trabalho, dedicamos uma se¢do especificamente a apresentagdo da aborda-
gem de aprendizado semissupervisionado baseada em grafos (ou redes). Nessa abordagem itens
de dados sdo representados através de vértices conectados entre si, através de arestas definidas
a partir de um fung¢ao de similaridade, dissimilaridade, ou afinidade. Especificamente, X ¢
representado através de um grafo G = (V, E), V = {vy,...,v,} e E = {ey,...,en} CV xX V.
Cadano v; € V representa uma instancia de dados x; € X e cada aresta e, = (v;,v;) € £ uma
relagdo de afinidade (similaridade ou dissimilaridade) entre um par de vértices. E' ¢ frequente-
mente representado através de uma matriz de adjacéncias generalizada, W, onde w;; > 0 se a
aresta (v;, vj) € E, caso contrario w;; = 0.

A abstracao grafica apresenta como principal caracteristica a capacidade de abstragdo dos
dados através de uma topologia, mimetizando similaridades topoldgicas através de arestas suces-
sivas. Essa caracteristica ¢ particularmente relevante pois itens de dados espacialmente distantes
podem tornar-se topologicamente proximos. Consequentemente, pode-se representar dados
como distribui¢des espaciais diversas. Uma vez construida a rede, o problema de aprendizado
deixa de depender de uma funcao de similaridade. Inclusive, muitos problemas de aprendizado
tém seus dados originalmente representados através de redes, tais como a World Wide Web, a
Internet, redes de interacdes entre proteinas, etc (problemas desse género sao melhor discutidos
na Secao 4).

Uma ampla revisdo de algoritmos de aprendizado semissupervisionado baseados em redes
pode ser encontrada em (Zhu, 2005, 2008; Zhu & Goldberg, 2009; Chapelle et al., 2006).
Suas principais referéncias sdo (Blum & Chawla, 2001; Zhu et al., 2003; Zhou et al., 2004;
Joachims, 1999; Belkin et al., 2006). A seguir sdo apresentados os métodos estudados no

presente trabalho. Embora métodos de rotulagao semissupervisionados sejam frequentemente

18



propostos juntamente com um métodos especifico de construcao de rede a partir de bases de
dados vetoriais, quaisquer métodos de construgao de rede podem ser utilizados para esse fim.
Por isso, dedicamos uma Sec¢ao especificamente a discussao desses métodos. A interpretacao
do aprendizado semissupervisionado baseado em redes como um framework de regularizagao

também ¢ discutida a seguir.

2.4.1 Fluxo maximo corte minimo

Considerando o problema de classificagdo binario, uma das primeiras propostas de aprendi-
zado semissupervisionado baseado em redes foi apresentada por Blum & Chawla (2001). Com
dados rotulados de acordo com as classes positivo e negativo, X; = X;” U X, , uma analogia é
a seguinte. Os elementos em X, sdo ligado a uma fonte de um fluido que flui através da rede
até um sumidouro ligado aos elementos em X, . O problema de classifica¢do bindria equivale a
eliminar o fluxo da fonte ao sumidouro através de um corte minimo que particiona a rede em
duas subredes. As arestas que compdem esse corte sao aquelas por onde passa o fluxo maximo.
Uma vez dividida a rede, os nés conectados as fontes recebem rétulo positivo, enquanto que os
nos conectados aos sumidouros recebem rotulo negativo. O algoritmo proposto por Blum &

Chawla (2001) ¢ apresentado no Algoritmo 2.2.

Algoritmo 2.2 Corte minimo (Blum & Chawla, 2001)
1: Construa uma rede G < (V, E),onde V «+ X; U X, U {vy,v_};
2: Defina w(v,vy) < oo para todo v € X;" e w(v,v_) ¢ oo para todo v € X; ;
3: Defina as demais ligagdes de acordo com a Eq. 2.13;
4: Calcule o corte minimo (v,,v_) e remova as arestas da particdo entre v_ € V_e v, € V,;
5: Atribua rétulo positivo aos exemplo em V. e rotulo negativo aos exemplos em V_.

O célculo do corte minimo equivale a, fixados os rétulos de X, identificar os rotulos de
x; € Xy, f(x;)) € {—-1,1},i=1+41,...,n,tal que Zi,j:f(xi)yéf(m]-) w;; seja minimizado, o que
¢ um problema de otimizagdo combinatéria. O algoritmo de corte minimo e fluxo maximo
apresenta uma solucao polinomial para esse problema (L. R. Ford & Fulkerson, 1956; Cormen
et al., 2001).

2.4.2 Campos Gaussianos e fungdes harmonicas

Uma das limitagdes do algoritmo de corte minimo € que o classificador f é capaz apenas
de atribuir rotulos rigidos aos dados, f(z) € {—1, 1}. No entanto, especialmente em regides de
bordas de grupos, ou mesmo regides de sobreposicao de classes, os dados podem nao ser tao
confidentes aos respectivos rotulos. Além disso, sua implementacao em problema de classificagdo
multiclasse requer a utilizacdo de uma matriz de coédigos. Logo, Zhu & Ghahramani (2002); Zhu
et al. (2003) propuseram uma relaxagao desse método, utilizando fungdes harmonicas.

No contexto de redes, uma fung@o harmoénica é uma fungdo f que atribui a um né nao
rotulado um roétulo que corresponde a média ponderada de seus vizinhos. f € utilizada nessa

proposta a fim de realizar classifica¢des suaves, f(z) € [0,1]. O Algoritmo 2.3 apresenta a
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solugdo proposta por Zhu & Ghahramani (2002); Zhu et al. (2003). Inicialmente, f; = y; para
todo vértice j € X e para os vértices ndo rotulados um valor arbitrario qualquer. Interativamente,
o valor de f, para todo vértice ndo rotulado, é atualizado utilizando a fun¢do harmonica,
f o 2auds
> Wij
fi» @ € X, garantidamente converge para uma solugdo equivalente ao campo gaussiano de f;,

j € X, independentemente dos valores iniciais que lhes foram atribuidos.

Algoritmo 2.3 Campos Gaussianos e fungdes harmonicas (Zhu & Ghahramani, 2002; Zhu et al.,
2003)
1: Construa uma matriz de afinidade W, onde w;; <— 0 e w;; é dado pela Eq. 2.13 para i # j;
Calcule a matriz diagonal D, onde d;; < > ;wij e d;j < 0 parai # j;
Inicialize f;(0) < y, paratodo j € X; e f;(0) < 0 para todo i € X,,;
repita
f(t+1) « DTW(1);
fit+1) « f;(0);
até que f convirja;
Rotule cada item de dado usando o sinal de f;(o0).

2.4.3 Consisténcia local e global

Ambos os métodos apresentados acima fixam os rotulos associados as instancias rotuladas,
f; = y; paratodo z; € X;. No entanto, algumas vezes, esses dados podem ter sido incorreta-
mente rotulados, de modo que € muito interessante que o classificador f seja capaz de discordar
dos rétulos previamente atribuidos aos dados. O método de consisténcia local e global (Zhou
et al., 2004) trata diretamente esse problema. A cada iteracao o rotulo de cada no ¢ atualizado
tanto com base nos seus valores iniciais, como com base nos valores atuais de seus vizinhos.
Especificamente, o balanceamento entre as duas contribui¢des € ponderado pelo parametro a.
O Algoritmo 2.4 apresenta a solugao proposta por Zhou et al. (2004). Podemos dizer que este

método favorece a satisfacdo da suposi¢do de grupos.

Algoritmo 2.4 Consisténcia local e global (Zhou et al., 2004)

1: Construa uma matriz de afinidade W, onde w;; <— 0 e w;; ¢ dado pela Eq. 2.13 para ¢ # j;
Calcule a matriz diagonal D, onde d;; < > ;jwij edij < Oparai + 7;
Calcule o Laplaciano normalizado da rede, £ «+ D~/2WD~1/2;
Escolha um pardmetro « € [0, 1);
Inicialize f;(0) < y, paratodo j € X; e f;(0) < 0 paratodo i € X,;
repita

fE+1) «—alf(t)+ (1 —a)Y;

até que f convirja;
Rotule cada item de dado usando o sinal de f(00).

A AN T
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2.4.4 Framework de regularizacao

O problema de classificacdao semissupervisionado baseado em redes pode ser definido como
um framework de regularizagdo. Sejam dados o conjunto de dados, X = X; U X,,, e rétulos y;
associados a todo z; € X;. Seja F um conjunto de matrizes n X x onde F' € F ¢ uma possivel

matriz solugdo para o problema, isto ¢, f(z;) = arg maxcq1,...x} Fic. A solugdo do problema de

1111

classificagdo semissupervisionado baseado em redes pode ser definida como:

F" = argmin Q(F),

onde () ¢ uma fun¢do de custo minimizada pela solugdo F*. () deve ser definida de forma
a satisfazer duas condig¢des: 1) f(z;) deve aproximar rétulos y; € Y dos dados previamente
rotulados; e 2) f(x;) deve ser suave em toda a rede ndo apresentando grandes variagdes em
regides bem definidas. A primeira condi¢do ¢ denominada erro e a segunda regularizagdo (Zhu,
2008). Seguem as formulagdes de () para os métodos apresentados acima, considerando, por
simplicidade, o problema de classificagdo binario e y; = 0 para todo x; € X,,.

A funcdo de custo minimizada pelo método corte minimo fluxo maximo, definida para
f: f(z) e {—1,1}, é dada por:

Q= > G F@)P Y i) - fla)? )

iz €X 155w € Xy 1,j=1
onde w;; ¢ dado pelo peso da aresta (v;,v;) e y; = 0 se z; € X,, . O primeiro termo corresponde
ao erro ¢ o segundo a regularizagdo. A funcdo de custo minimizada pelo método campos
Gaussianos e fungdes harménicas também ¢ dada pela Eq. 2.2, porém f ¢é relaxado, f : f(z) €
[—1,1]. Também definida para f : f(x) € [—1, 1], a fung¢@o de custo minimizada pelo método

consisténcia local e global ¢ dada por:

2

- f(z:)  flz))

Q= > (wi—fl@)+ndy wy ( I (23)
i, €X 55 € Xy i,j=1 \/d_l V dj

onde d; =), wy, ¢ A = /1 — c. Notavelmente, de acordo com a defini¢do de «, o termo de

regularizagdo pode ter uma contribui¢ao muito maior que o termo de erro, dominando a fungao

de custo.

2.4.5 Competicao e cooperacao de particulas

Todas as técnicas de aprendizado semissupervisionado baseado em redes apresentadas até
o presenta momento sdo transdutivas. Como ja considerado, o dominio de sua aplicagdo sdo
os dados disponiveis durante o treinamento. Nao existe nenhuma forma direta de predizer
coerentemente os rétulos de dados ainda nao vistos. Muitas vezes esse comportamento €
indesejado. A presente subsecdo apresentara a técnica de competi¢do e cooperagao de particulas,

desenvolvida em nosso grupo de pesquisa (Breve et al., 2012; Breve, 2010; Breve et al., 2010,
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2009; Silva & Zhao, 2012). Embora também seja transdutiva, essa técnica oferece a possibilidade
de continuar o processo de aprendizado ao introduzir novos dados, rotulados ou nao rotulados,
na rede, pois implementa uma dindmica competitiva, que permite a redefinicao de rétulos. Assim
como os métodos campos Gaussiano e fungdes harmonicas e consisténcia local e global, esse
método pode ser aplicado ao problema de classificagdo multiclasse sem a necessidade de utilizar

matrizes de codigos.

O mecanismo de cooperacao e competicao implementado por esse método ¢ inspirado no
comportamento social de alguns animais em bando e no comportamento de seres humanos em
jogos coletivos. Dada uma rede, possivelmente construida a partir de dados vetoriais como
mostra a Se¢do 2.4.6, [ particulas sdo inseridas na rede, cada uma das quais na posi¢ao de um dos
[ nds previamente rotulados. Cada no rotulado € dito o no-casa da respectiva particula. Particulas
associadas a nos que possuem um mesmo rétulo pertencem a um mesmo time. Cada né da rede,
por sua vez, possui um vetor de niveis de dominagao, onde cada entrada corresponde ao nivel de
dominio de um time sobre o no. Iterativamente, as particulas movem-se na rede de acordo com
uma regra ora aleatéria, ora gulosa e, ao visitar um no, o nivel de dominio do time da particula
atual ¢ aumentado, enquanto que os niveis de dominio dos outros times ¢ diminuido. Cada
time de particulas tenta dominar a maior quantidade possivel de nos e ao mesmo tempo evitar a
invasdo de particulas de outros times. Particulas de um mesmo time cooperam entre si, enquanto
que os times de particulas competem entre si. Ao final do processo de competi¢do e cooperagao,
cada n¢ ¢ rotulado de acordo com o rétulo do time que possui maior nivel de dominagao sobre o

mesmo.

Existem duas dindmicas bem definidas no algoritmo: a dinamica das particulas, e a dindmica
dos nos. Cada particula p; possui duas variaveis, p% (t) e p4(t). p%(t) € [0, 1] é o potencial de
exploragdo da particula. p4(t) = {p?l 0),..., p?"(t)}, por sua vez, ¢ uma tabela de distancias
onde p?i (t) € [0,n — 1] é a menor distancia registrada do no-casa da particula até cada um dos
nds da rede, mantida no sentido de guiar o movimento guloso. Cada particula ¢ inicializada
com potencial maximo de exploragao, ,0;?(0) = 1. Com excecdo da distancia do nd-casa de cada
particula a ele mesmo, que € zero, todas as entradas da tabela de distancia sdo inicializadas com

valor maximo, n — 1,

. 0 set =

d

7(0) = . 2.4
p;'(0) n1 scid 24)
p;-li (t + 1) ¢é atualizado iterativamente, a medida que a particula visita os nos da rede. Esteja p;

movendo-se do n6 v; para o n6 vizinho vy,

pl(t)+1 sepfi(t)+1 < plk(t)

d
(1) =
a ) p?"‘ (t)  caso contrario

(2.5)

Cada n6 v;, por sua vez, possui uma variavel v (t) = {v{*(t),...,v;"(t)} dita vetor de
dominagdo, onde x ¢ o niimero de times de particulas ou classes do problema, e v;*(t) € [0, 1]

¢ o nivel de dominio do time ¢ sobre o nd v;. Caso v; seja um noé rotulado todos os niveis de

22



v (0) sdo inicializados com valor nulo, exceto o nivel correspondente ao time do rétulo de v;,
que recebe o valor maximo; caso contrario, todos os niveis de v’(0) sdo inicializados com valor

%, representando igual dominio de todos os times,

1 sey;=c
vi°(0) =4 0 sey; #cey, €L . (2.6)
Losey; =10

Por padrao, a excecao dos nés previamente rotulados, os niveis de dominio de cada no6 sao
atualizado sempre que o mesmo ¢ visitado por uma particula. Toda particula aumenta o nivel
de dominio de seu time ao tempo que diminui os niveis de dominio dos demais times, como

descrito pela seguinte equagao:

max{(),v?"c(t) — Avﬁpfa(t)} sey; =0ec#p]
V1) = § o)+ v () (1) seyi=Oec=p7 . (27)
v (t) sey; € L

onde 0 < A, < 1 ¢é um pardmetro externo de controle da agressividade do processo de
competi¢do e p; representa o time da particula p;. O ajuste do potencial da particula, por sua

vez, ¢ dado pela seguinte equacao:

Pyt +1) = vt + 1), (2.8)

onde ¢ ¢ o rotulo do time da particula p;, isto ¢, ¢ = p7. Quanto o no visitado ¢ dominado
pelo time da particula que o visita, o potencial da particula ¢ incrementado; no contrario ¢
decrementado.

A cada iteragdo cada particula tem probabilidade pyq de realizar um movimento guloso e
probabilidade 1 — pgq de realizar um movimento aleatorio, seja 0 < pyq < 1. Enquanto que
0 movimento aleatdrio representa o comportamento exploratério da particula no sentido de
dominar novos nos, o movimento guloso ¢é responsavel por restringir o movimento da particula
mantendo-a no seu territorio e garantindo a resisténcia a invasao de particulas de outros times.
Definido o tipo de movimento, no movimento aleatorio o nd para onde a particula se move €

escolhido com igual probabilidade dentre um dos vizinhos do n6 atual. Esteja p; em v;,

Wik

(Uk |pj) Z ww (29)

No movimento guloso, por outro lado, a probabilidade de escolha de um vizinho, vy, € proporci-
onal ao nivel de dominio do time da particula sobre ele, v, seja c = pj,ea distancia dos do

no-casa da particula até ele, pj . Esteja p; em v;,

Wik T
p(vklp;) =
R <1+:;l“>2

(2.10)

O Algoritmo 2.5 descreve o método de competicao e cooperagao de particulas.
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Algoritmo 2.5 Competi¢do e cooperacao de particulas (Breve et al., 2012; Breve, 2010)
1: Construa uma matriz de afinidade W entre os itens de dados;

Inicialize [ particulas com potencial maximo, p% (0) « 1;

Posicione as [ particulas nos respectivos nds-casa;

Inicialize as tabelas de distancias conforme a Eq. 2.4;

Inicialize os niveis de dominio conforme a Eq. 2.6;

repita

para cada particula faca

Com probabilidade pyq selecione entre movimento aleatério e guloso;
Selecione o n6 alvo usando a Eq. 2.9 ou a Eq. 2.10;
Atualize os niveis de dominio do n6 alvo usando a Eq. 2.7;
Atualize o potencial da particula usando a Eq. 2.8;
Atualize a tabela de distancia da particula usando a Eq. 2.5;

13:  fim-para

14: até que que o critério de parada seja satisfeito;

15: Rotule cada item de dado ndo rotulado com o maior nivel de dominio, arg max. v;(c0).

b A A

—
N =2

Segundo Breve et al. (2012), os no6s em fronteiras de classes frequentemente possuem niveis
de dominagdo instaveis, alternando entre os times que o dominam. Logo, a convergéncia
dos rétulos pode frequentemente ndo ser um bom critério de parada para o algoritmo. Os
autores sugerem o monitoramento da média dos maiores niveis de dominio dos nos (v;, ¢ =
arg max, v; *) e o encerramento da execugio quando ndo houver incremento significativo nesse
valor. Os rotulos preditos podem ser apresentados crisp, como no Algoritmo 2.5 ou de forma
suave, de acordo com os niveis de dominacdo, y; = vy. Além disso, a corre¢do de nos

previamente rotulados de forma inconsistente pode ser feita permitindo-se a alteragdo dos niveis

de dominagao dos nos-casa.

2.4.6 Construcao do grafo

Embora algoritmos de aprendizado semissupervisionado baseado em redes sejam tipicamente
propostos associados a um método de construcao da rede, em geral, quaisquer métodos de
construcdo de rede podem ser aplicados a quaisquer algoritmos. A boa defini¢ao de uma abstracao
grafica geralmente ¢ mais critica do que a propagacao de rotulos (Zhu, 2008; Jebara et al., 2009).
A partir de dados vetoriais, tanto abordagens supervisionadas como nao supervisionadas tém sido
estudadas. Métodos de construcdo de grafos supervisionados assumem que os dados disponiveis
rotulados foram confiavelmente rotulados e buscam tirar vantagem disso, tornando-os nos
centrais nas redes (Rohban & Rabiee, 2012; Berton & de Andrade Lopes, 2014). Métodos
ndo supervisionados, por outro lado, buscam tirar vantagem da descrig¢@o das distribui¢cdes dos
dados, suportados apenas pelas suposi¢des de suavidade, grupos e variedades. Como um dos
objetivos do presente trabalho ¢ tirar vantagem da abstragdo grafica para realgar itens de dados
representativos, apenas métodos ndo supervisionados sdo estudados.

Trés métodos de construcao de redes sao amplamente utilizados na literatura: redes totalmente
conectadas com pesos, k-vizinhos-mais-proximos e eRadius. Suas formulagdes sdo apresentadas

a seguir.
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Seja W uma matriz de pesos com kernel Gaussiano, cujas entradas w;; sdo dadas por

N N x J— x .

W;j; = Wj; = exp (——H 1202 ]H) 5 (2.11)
onde o é um pardmetro de largura de banda e || - || é uma fun¢do de distancia entre vetores, por
exemplo,

1
D P

i — 2l = (D (e — 2)” | (2.12)

k=1

onde D define o nimero de dimensdes dos dados (ou seja, o nimero de atributos) e p € o
parametro norma. Para p = 2, por exemplo, temos a norma I, (ou distancia Euclidiana). Outras
medidas de distdncia como cosseno e correlagao linear também podem ser definidas. A matriz

de adjacéncias generalizada, W, ¢ dada por

wij = wj; = max(pg, pji) Wiy, (2.13)

onde, para a rede totalmente conectada com pesos,

pi; = pii = ;ZZij. (2.14)

Embora possa parecer interessante manter a informagao de afinidade entre todos os pares

de itens de dados, o alto custo computacional envolvido no tratamento de redes densamente

conectadas pode tornar-se limitante ao desempenho dos métodos de propagagao de rotulos. Por

1ss0, abordagens de construcao de rede esparsas sao muito mais frequentemente usadas. Em
geral elas sdo definidas em dois passos: esparsifica¢do e ponderacdo das arestas.

Seja W definido conforme a Eq. 2.13, segundo o método k-vizinhos-mais-proximos

1 ifx; € k-vizinhos-mais-proximos de x;
bij = ’ L . Y (2.15)
0 caso contrario

onde os k-vizinhos-mais-proximos de x; sdo ranqueados considerando também uma func¢ao de

distancia entre vetores. Menos usual, a simetria pode ser interessante em alguns casos,

wi; = wj; = min(piz, pji)Wi;- (2.16)
Nesse caso, o método ¢ denominado k-vizinhos-mais-préximos mutuo. Para o método eRadius,
por sua vez,

1 if|jz; —zj|| <=eei#j 2.17)

PI=Pi= 0 if oy — 2] > coui=j

onde ¢ define o raio de cobertura dentro do qual liga¢des sao definidas.
A escolha dos parametros o, k e € ¢ usualmente arbitraria. Como o pardmetro o determina a

suavidade do kernel Gaussiano, ele deve ser definido de acordo com a distribui¢ao de densidade
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dos dados, maior quao esparso forem as distribuicdes. Notavelmente, alguns autores abordam
diretamente essa questdo (Kapoor et al., 2005; Zhang & Lee, 2006). Pequenos valores de € ou k&,
por sua vez, resultam em grafos bastante esparsos, porém com multiplos componentes, o que
também ndo ¢ desejado em se tratando de abstracdes o aprendizado semissupervisionado, pois
sera requerido maior numero de instancias rotuladas a priori com fins a cobertura de todos os
componentes. Por outro lado, valores grandes de € ou £ resultam em grafos densos que podem
nao representar bem a distribuicao dos dados. Bons métodos de construgdo de redes devem
resultar em redes esparsas porém conectadas e cuja estrutura se ajuste bem a distribuicdo dos
dados e se possivel a distribui¢do das classes.

Me¢étodos de construcdo de redes do estado-da-arte incluem b-matching (Jebara et al., 2009),
vizinhanga linear (Wang & Zhang, 2008), combinagdes de arvores geradoras minimas pertur-
badas e disjuntas (Carreira-perpifian & Zemel, 2004) e métodos baseados em no single linkage
(Cupertino et al., 2013). Em comparagao com o método kNN, b-matching fortalece ainda mais
a regularidade da rede restringindo o nimero de ligagdes de cada vértice a um valor especi-
fico, b, tomando como suporte o fato de que a maioria dos métodos de propagacao de rétulos
podem ser definidos em termos do framework de regularizagdo. Vizinhanga Linear, por sua
vez, normaliza os pesos das arestas para cada né de acordo com o erro de reconstru¢do linear
(Roweis & Saul, 2000). Por outro lado, as propostas de Carreira-perpinian & Zemel (2004)
procuram superar a sensibilidade do método de arvores geradoras minimas a outliers combi-
nando arvores geradoras minimas construidas sobre dados perturbados com algum ruido. As
redes resultantes sao tdo esparsas quanto as arvores geradoras minimas. Cupertino et al. (2013),
por fim, propdem uma abordagem mais elaborada. A partir de grafos nulos (sem arestas) até
a obten¢do de um grafo conectado, iterativamente, os dois modulos mais préximos sao unidos
através das k-menores-arestas entre eles cujos comprimentos ndo sao maiores que um limiar,
dnr, Y-proporcional a maior entre as distancias médias intra-modulo de cada médulo.

Embora elegantes, esses método ou se apoiam em suposic¢des fortes, como regularidade ou
esparsidade, ou procuram modelar propriamente as distribuicdes dos dados ao custo da definigdo
de diversos parametros externos. No presente trabalho propomos um métodos de construcao de
redes a partir de dados vetoriais baseado no método eRadius e em arvores geradoras minimas,
que apresenta diversas vantagens, como baixa dependéncia em relagdo a defini¢do de parametros
e baixo custo computacional tanto sobre dados pool-based como dados incrementais. Vide
Capitulo 7. Também, uma métrica para a avaliagdo de métodos de construgdo de redes € proposta

no Capitulo 8.

2.4.7 Desafios

Técnicas de aprendizado semissupervisionado baseados em redes tipicamente sao transduti-
vas. Seus algoritmos realizam a rotulacao de dados nao rotulados sem induzir um classificador.
Logo, a classificacao de itens de dados nao disponiveis durante a execu¢ao do algoritmo nao ¢
direta, sendo frequentemente necessaria a reexecugao do algoritmo sempre que novos dados sdo

adicionados. Isso constitui um desafio para essa abordagem, pois algoritmos baseados em redes
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sdo frequentemente custosos, pelo menos O(n?) (Zhu et al., 2009).

Recentemente, algumas técnicas de aprendizado on-line foram introduzidas . Essas técnicas
baseiam-se em processos dindmicos que ocorrem sobre redes, tais como difusdo, competicao
de particulas e sincronizagdo. Nao prejudicam o processo de aprendizado pois sdo capazes de
adaptar-se a pertubacdes incrementais na rede, encontrando novos pontos de estabilidade (baixa
entropia). Para que estes métodos funcionem incrementalmente, no entanto, novos vértices e
arestas devem ser incluidos/removidos na rede de forma adequada, levando em consideragao o
modelo gerador da rede, permanecendo inalteradas suas caracteristicas. Nesse caso, a fase de

constru¢do da rede ¢ ainda mais relevante.

»
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Figura 2.5: Conjunto de dados em forma de bananas com variedades sobrepostas: (a) rede gerada
a partir da similaridade entre os objetos; (b) classificacdo semissupervisionada. Nesse caso, a
abordagem baseada em redes mostra-se incapaz de separar adequadamente as classes. Figura
reproduzida de (Zhu & Goldberg, 2009) com permissdao da Morgan & Claypool Publishers.

Zhu et al. (2009) também apontam outros desafios para a abordagem baseada em redes,
tais como: 1) lidar com a sobreposicao de variedades de classes distintas, e 2) lidar com
dados que, embora satisfacam a suposi¢do de grupos, nao satisfazem a suposi¢do de suavi-
dade. Considere o problema ilustrado na Figura 2.5. Nele duas variedades de dados estdo
parcialmente sobrepostas. A menos que exista um numero significativo de dados previamente
rotulados, a separacdo das classes na regido de sobreposi¢do ¢ um desafio. Goldberg et al. (2009)
propuseram uma solucdo para esse problema utilizando a distancia de Hellinger e o método
k-Mahalanobis-vizinhos-mais-proximos na construcao da rede. Abordagens alternativas podem
ser propostas utilizando hipergrafos. Nesse caso, hiperarestas poderiam ser construidas levando
em consideragdo o alinhamento de triplas de objetos, permitindo a representacdo do alongamento
da distribuicao dos dados nas regides de sobreposicao (Zhou et al., 2007).

Tanto suas vantagens como seus desafios sdo motivagdes para nosso interesse em abordagens

baseadas em grafos. Mais justificativas serdo apresentadas no Capitulo 4.

27



2.5 Validacao e referéncia de desempenho de ASS

Como referéncia de desempenho de aprendizado semissupervisionado, Chapelle et al. (2006)
disponibilizam um compéndio de resultados obtidos por métodos de classificagdo semissuper-
visionada em bases de dados reais e sintéticas. Um resumo sobre os conjuntos de dados ¢
apresentado na Tabela 2.1. Descri¢des detalhadas podem ser encontradas em (Chapelle et al.,
2006), Capitulo 21. Sao considerados os métodos listados na Tabela 2.2, cujo desempenho ¢
verificado em termos do erro de predicao dos rotulos das amostras ndo rotuladas, denominado

erro de teste.

Tabela 2.1: Descrigdo resumida dos conjuntos de dados utilizados no benchmark de Chapelle
et al. (2006)

# classes # dimensdes tamanho caracteristicas
g241c¢ 2 241 1500 artificial
g241d 2 241 1500 artificial
Digitl 2 241 1500 artificial
USPS 2 241 1500 desbalanceado, A = 0.8
COIL 6 241 1500
BCI 2 117 400

Tabela 2.2: Descri¢ao resumida dos métodos de ASS utilizados avaliados no benchmark de
Chapelle et al. (2006)

Abreviagdo Técnica Ref(s).

MVU + 1-NN Maximum variance unfolding (Weinberger & Saul, 2006), (Sun et al., 2006)
LEM + 1-NN Laplacian eigenmaps (Belkin & Niyogi, 2003)

QC + CMR Quad. criterion and class mass reg. (Belkin et al., 2004), (Delalleau et al., 2005)
Discrete reg. Discrete regularization (Zhou & Scholkopf, 2006)

TSVM Transductive support vector machines  (Joachims, 2003; Chapelle & Zien, 2005)
SGT Spectral graph transducer (Joachims, 2003)

Cluster-Kernel ~ Cluster kernels (Chapelle et al., 2002)

Data-Dep. Reg.  Data-dependent regularization (Corduneanu & Jaakkola, 2006)

LDS Low-density separation (Chapelle & Zien, 2005)

Laplacian RLS  Laplacian regularized least squares (Smith et al., 2002)

CHM (normed) Conditional harmonic mixing (Burges & Platt, 2006)

Considere o problema de classificagdo binario. Podemos definir uma matriz de confusao

entre as classes positivo (P) e negativo (N) preditas e conhecidas antecipadamente,

\PN
P|VP FN
N| FP VN

onde VP, FN, FP e VN registram, respectivamente, a quantidade de instancias da classe P
preditas com o rotulo P, da classe P preditas com o rétulo N, N com o rétulo P, e N com o rétulo

N. O erro de teste é definido como
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FP + FN
ERR = L, (2.18)
n

onde n = VP + VN + FP + FN.

Além do erro de teste, diversas outras medidas de validacao sdao definidas na literatura. A
seguir sao apresentadas duas métricas de validacdo frequentemente utilizadas na validagao de
agrupamento de dados, uma externa e outra relativa. Essas medidas sdo bastante interessantes pois
permitem verificar a satisfagao das suposicoes de suavidade e de agrupamento, respectivamente.
Em se tratando da validacao do aprendizado semissupervisionado baseado em redes, métricas

especificas ndo sdo conhecidas.

2.5.1 Indice de Rand ajustado

O indice de Rand ajustado (ARI) ¢ originalmente uma medida externa de validagdo de
agrupamento (Hubert & Arabie, 1985; Jain & Dubes, 1988). Trata-se de uma extensao do indice
de Rand (Rand, 1971) independente do numero de grupos do conjunto de dados. Contudo pode
ser utilizada como medida de validagdo de classificagdo semissupervisionada tomando como
referéncia rétulos conhecidos a priori, conforme a seguinte descrigao.

Considere uma tabela de contingéncia entre uma particdo dos dados criada de acordo com

os rotulos originais dos dados, P = { P}, ..., P}, e uma parti¢ao dos dados de acordo com a
classificagdo semissupervisionada, @ = {Q1,Qs, ..., Q;},
P\Q| @ Q@ -+ @
P Ny Nig -+ Ny | I
Py N21 Mo2 -+ MNg | G2
Py | nmin mge o npg | ag
by by - b

onde a; denota o numero de objetos no grupo F;, b; denota o nimero de objetos no grupo @);, €
n;; denota o numero de objetos em comum entre os grupos P, e @), isto &, n;; = [P, N Q;|. O
ARI ¢ dado por:

(- [S O ONE)
@)+, - 2@ s @] /6)

Essa medida varia no intervalo [—1, 1], aumentando de acordo com a correspondéncia entre

ARI =

(2.19)

a predicao e os rétulos conhecidos antecipadamente. Baseado na expectancia estatistica, o ARI
apresenta uma interpretagdo bastante justa, tornando desnecessaria a realizacdo de testes de
significancia estatistica. A hipdtese nula de rotulos aleatorios equiprovaveis resulta ARI =0 e a
correspondéncia exata entre predicao e rétulos conhecidos antecipadamente, ARI = 1.

Outras medidas de validagao externa sao informag¢ao mutua normalizada, indice de Jaccard

e outras baseadas na matriz de confusdo de verdadeiros e falsos positivos e negativos. Uma
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revisdo mais extensa sobre essas métricas pode ser encontrada em (Faceli et al., 2011).

2.5.2 Silhueta

Em contraste com o ARI, apresentamos também a silhueta (Rousseeuw, 1987). Original-
mente, a silhueta ¢ uma medida de validagao relativa de parti¢des de dados. O rétulo original dos
dados nao ¢ levado em consideragdo na avaliagdo de desempenho. Tomando como referéncia a
matriz de dissimilaridades entre os itens de dados e uma particao dos dados, a silhueta afere quao
bem ajustados estdao os dados aos respectivos grupos utilizando como viés a distancia média aos
itens de dados de cada grupo. Especificamente, a medida ¢ enviesada pela medida de distancia
utilizada para caracterizar os grupos de interesse, sendo necessario que esta descreva bem os
relacionamentos aferidos.

Considere um conjunto de dados particionado em grupos. Para cada objeto i, a(i) € a
distdncia média de ¢ a cada um dos demais objetos no mesmo grupo. a(i) significa o quio bem
situado estd i no seu grupo. Quanto menor o valor de a(7) melhor o ajuste. Considerando cada
um dos grupos de que ¢ ndo € membro, ¢ aferida a distdncia média de i a seus objetos; a menor
dessas distancias médias é denotada por b(7). O grupo com menor dissimilaridade média de que
i ndo ¢ membro, € dito o ‘“grupo vizinho’’. b(7) significa quio bem ¢ poderia estar situado se

pertencesse ao grupo vizinho. A silhueta de um item de dado ¢ ¢ dada por:

b)) - ald)
) = (a0, b0} (2:20)

o que também pode ser escrito como:

1 —a(i)/b(i), sea(i) < b(i)
s(i) =14 0, sea(i) =0b(i) . (2.21)

b(i)/a(i) — 1, sea(i) > b(7)
—1 < s(4) < 1. Para que o valor de s() seja proximo de 1 é necessario que a(i) < b(7). Valores
de s(i) proximos a zero, por sua vez, significam que o respectivo item de dado ¢ situa-se na
borda entre dois grupos. A média de s(i) para todo i em um determinado grupo, informa quéo
bem definido ¢ o grupo. E logo, a média de s(i) para todos o itens de dados do conjunto de

dados informa quao apropriada ¢ a parti¢ao dos dados.

Destaque-se ainda que ndo necessariamente grupos sao consistentes com classes, portanto,
para que a silhueta seja uma medida apropriada a valida¢do do aprendizado semissupervisionado,
€ necessario que a suposicao de grupos seja satisfeita. Descricdes e comparacgoes entre diversas

medidas de validacao relativa de agrupamento podem ser encontradas em (Vendramin et al.,
2010).
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Capitulo

Amostragem Aleatoria

Originalmente o aprendizado semissupervisionado foi concebido com o objetivo de tirar
vantagem das informacdes inerentes aos itens dados ndo rotulados quando poucos itens de dados
estdao disponiveis rotulados. Em alguns cenérios, conjuntos de dados sdo de fato encontrados
dessa maneira, com pouco itens de dados rotulados e muitos itens de dados ndo rotulados.
Muito mais frequentemente, no entanto, conjuntos de dados precisam ser analisados estando
disponiveis sem quaisquer rétulos associados. O processo de selecdo e rotulacdo de itens de
dados requer de fato a atuagd@o de especialistas no dominio. Contudo, nem mesmo assim, pode-se
garantir que todo o conjunto de dados seja devidamente avaliado no sentido de selecionar uma
amostra representativa dos dados para a rotulagdo manual. Embora a escolha de uma amostra
representativa seja de interesse, em geral, o volume dos dados torna essa tarefa proibitiva. Tao
logo, apenas uma pequena parcela dos dados ¢ analisada de fato. Nessa secdo analisaremos a
aptidao do processo de amostragem aleatoria na selecao de amostras de dados suficientemente

representativas.

3.1 Limite de Chernoff

Guha et al. (1998, 2001) apresentam uma maneira de estimar o nimero de itens de dados,
s, que precisam ser selecionados, através de amostragem aleatoria, para representar grupos de
interesse em um conjunto de dados. Essa analise ¢ feita sobre o limite de Chernoff (Motwani &
Raghavan, 1995).

Sejam X1, X, ..., X, variaveis aleatorias independentes que representam eventos de selecao
de itens de dados ao acaso, onde s ¢ o tamanho da amostra, X; € {0,1}; X; = 1 se 0 j-ésimo
item de dado amostrado pertence ao grupo u; caso contrario, X; = 0. Definimos Pr[X; = 1] =
pj e Pr[X; =0] =1—p;. Aesperancade X, u = E[X] = E[}7_, X;] = > _| E[X;], onde
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E[X;| = X;Pr[X;] =1 x Pr[X; = 1]+ 0 x Pr[X, = 0] = pj, logo pt = sp;. A probabilidade
de um item de dado amostrado ao acaso pertencer ao grupo u ¢ dada por p; = %, onden € o
numero total de instancias do conjunto de dados e |u| o nimero de instancias pertencentes ao
grupo u. Seja flu|,0 < f < 1, o nimero de instancias do grupo u suficientes a sua representagao,
queremos saber o tamanho da amostra aleatoria suficiente a descrigdo de u. Seja 1 — 0 o nivel de

certeza da inferéncia, Pr[X > f|u|] > (1 — ¢), ou, em termos da incerteza,

Pr[X < flu]] <. (3.1)

Os limites de Chernoff definem para 0 < ¢ < 1, seja X, Xs, ..., X uma distribuicdo de
Poisson,

»

HE

PriX <(1—-epu]<e 2. (3.2)

Reescrevendo a Eq. 3.1 de acordo com a Eq. 3.2, temos

flul

P < (1-(1- =

))u] < 6.
Logo,

fluly2
w(l="77)

e 2 < 4.

s\u|

Substituindo p = na equagdo acima, e resolvendo-a para s,

A . o |\/ln —|—2f|u]ln(%). (3.3)

Concluimos portanto que, para que um amostra aleatoria contenha pelo menos f|u| itens
de dados pertencentes ao grupo u (com alta probabilidade), precisamos que a amostra tenha
tamanho superior & fragdo f do total de itens de dados. A primeira vista podemos pensar que,
em razao do tamanho do conjunto de dados, s varia; quanto maior o tamanho do conjunto de
dados, maior a amostra necessaria. Contudo, isso ndo ¢ verdade. Mantidas as distribuigdes
dos grupos, se incrementamos o conjunto de dados, também sdo aumentadas as densidades dos
grupos, e portanto menor f para uma amostra suficiente a descri¢do do grupo u. O principal
fator determinante do tamanho da amostra ¢ o tamanho dos grupos de interesse.

Obviamente, em se tratando de conjuntos de dados reais, grupos pequenos nao sdo de
interesse. Estes frequentemente sdo definidos como outliers. Portanto, definimos o tamanho
do menor grupo de interesse proporcional ao tamanho médio dos grupos. Seja k o nimero de
grupos do problema ¢ 1u,,;, 0 menor grupo de interesse, definimos |uy,;,| = +, onde p > 1.
Além disso, redefinimos f em razdo do nimero de instancias £ necessarias a representag:ao do

menor grupo de interesse, [ = 5 Sl

‘, uma amostra aleatoria, nesse caso, tera Temor] instancias de
um grupo u qualquer. Logo, podemos definir (com alta probabilidade), em razdo do tamanho do
menor grupo de interesse, o tamanho da amostra minima, s,,,;,, necessaria a cobertura adequada

de todos os grupos do conjunto de dados,
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smin = Ehip + kpln(%) + kp\/(ln(%))Q b2 ln(%). (3.4)
Seguem alguns exemplos. Dado um conjunto de dados com k = 2 grupos, 0 menor com
metade do tamanho médio dos grupos (p = 2) e satisfatoriamente representavel por £ = 5
instancias. Com confianga 1 — d = 0.99, o tamanho da amostra capaz de representar bem todos
os grupos de interesse ¢ dada por $,,,;, = 72; diminuindo a confianga da inferéncia, 1 — 9 = 0.90,
Smin = 91; considerando grupos de tamanhos balanceados (p = 1), s, = 26. Seja k = 4,
p=2,=5ed=0.01, Sy =143; k =10, p=2,£ =10 e 0 = 0.01, 5,4, = H05.

Embora concebidos para o problema da amostragem de grandes quantidades de dados na
tarefa de agrupamento de dados, podemos considerar esses resultados factiveis com o problema
estudado no presente trabalho. Satisfeita a suposi¢do de grupos, a amostra que semeara o
processo de rotulagdo semissupervisionado pode ser selecionada através de amostragem aleatoria.
Sua representatividade estd estritamente relacionada ao seu tamanho e cobertura apropriada
dos dados. Contudo, tenhamos em vista que, diferente do problema de amostragem para o
agrupamento de dados, itens de dados nao selecionados para rotulagdo prévia sao incluidos
no modelo como itens de dados nao rotulados, contribuindo ainda assim para o aprendizado

semissupervisionado.
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Capitulo

Redes Complexas

Redes complexas ¢ o nome dado as redes que modelam sistemas interconectados de grande
escala com padroes de ligacao nao trivial. Desde sua concepcao por Euler (Biggs et al., 1976),
ndo se via uma mudanga tdo significativa no estudo da abstracdo grafica. Motivado pela
grande disponibilidade de recursos computacionais e pela evolugdo das redes de comunicagao,
as redes passaram a ser estudadas de uma maneira muito mais extensiva. Com 0s recursos
existentes nos séculos anteriores, era possivel apenas a analise de redes da ordem de dezenas,
quando muito, centenas de nds. Hoje, por outro lado, frequentemente sdo analisadas redes da
ordem de milhdes e até mesmo bilhdes de nds. Mais ainda, como considerado por Costa et al.
(2007), houve uma mudanga do ponto de vista da visualizagdo. Enquanto que em redes com
dezenas de nos era relativamente simples desenhar um grafo e responder questdes acerca da sua
estrutura observando sua representacao, em redes da ordem de milhares ou milhdes de nos, essa
metodologia € impraticavel. Por isso, solugdes exatas deixaram de ser o alvo, para dar lugar a
propriedades e dinamicas complexas e solu¢des aproximadas. Modelagens realistas minuciosas
tém sido substituidas por abstragdes que preservam apenas as caracteristicas relevantes dos
problemas estudados. Acredita-se, inclusive, que muitas das questdes que nao foram respondidas,
ou foram respondidas apenas parcialmente, através da ciéncia reducionista, possam ser melhor
examinadas e eventualmente elucidadas do ponto de vista da ciéncia do complexo (Costa et al.,
2007).

Especificamente, trés topicos protagonizaram os avangos recentes em redes complexas: a
descoberta do efeito de pequeno mundo (Watts & Strogatz, 1998), a caracterizacao de redes livres
de escala (Barabasi & Albert, 1999), e a identificag@o de estruturas de comunidades (Girvan &
Newman, 2002). Sistemas complexos, como a Internet (Faloutsos et al., 1999), a World Wide
Web (Albert et al., 1999), redes de distribuicao de energia elétrica (Albert et al., 2004), redes
de colaboragdo entre cientistas (Newman, 2001), redes de interagdes sociais entre individuos

(Scott, 2000), redes de interagdes entre companhias e organizagdes (Mizruchi, 1982), cadeias de
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contatos sexuais (Liljeros et al., 2001), cadeias alimentares (Montoya & Sol¢, 2002), cadeias de
interagdes metabolicas (Jeong et al., 2000), o sistema de distribui¢do da corrente sanguinea (West
et al., 1999), redes neurais biologicas (Sponrs, 2002; Bullmore & Sporns, 2009), entre muitos
outros, sdo alguns exemplos de aplicagdes que tém sido estudadas sob essa nova abordagem.
As redes complexas tém se consolidado como um tdpico unificador em sistemas complexos
(Bornholdt & Schuster, 2003).

4.1 Definicbes gerais e notacoes

Como representado por Euler os principais elementos de um grafo (ou rede) sdo os vértices e
as arestas. Um grafo pode ser formulado como G' = (V, E), onde V' é o conjunto de vértices e
E o conjunto de arestas do grafo. Sempre que um grafo possuir arestas direcionadas, i.e. cuja
ligacdo representada se d4 em apenas um sentido, o grafo é dito um digrafo. Quando as arestas
possuem pesos associados, por sua vez, o grafo ¢ dito ponderado. Considere, entdo, um digrafo
ponderado, G, definido pelo par ordenado (V, E). V consiste em um conjunto de n vértices e
E em um conjunto de m arestas. Cada nd pode ser identificado por um valor inteiro ordenado,
i=1,2,...,n. Cada ligacdo de um no 7 até um no j, pode ser identificada por um par (i, j),
que possui um peso associado, identificado por w(i, j), w : E — R. No caso de uma rede ndo
ponderada, as ligagcdes ndo possuem peso associado, portanto w = 1 para todas as arestas. No
caso de um grafo ndo direcionado (com ou sem pesos), as ligacdes se ddo em ambos os sentidos.
Portanto, se (¢, j) € F, significa que existe uma ligacao tanto de ¢ até j, como também de j até .

De outra forma, uma rede também pode ser completamente definida em termos de uma
matriz ponderada W, denominada matriz de adjacéncias generalizada. Cada entrada w;; de
W representa o peso da respectiva ligagdo de 7 até j, w;; = w(?,j). Se G ¢ uma rede ndo
direcionada, entdo W ¢ uma matriz simétrica, i.e., W = WT. Seja (G uma rede sem pesos, se
existe uma ligagdo de 7 até j, entdo w;; assume valor 1; caso contrario, assume valor 0. Nesse
caso W ¢ dita uma matriz de adjacéncias, tipicamente representada por A.

Seja G uma rede direcionada. Se a;; # 0, diz-se que j ¢ vizinho de (ou adjacente a) ¢. Seja
G uma rede ndo direcionada. Se a;; # 0, diz-se que 7 e j sdo adjacentes, ou vizinhos. Se
todos os nds de G forem adjacentes uns aos outros, m = n(n — 1)/2 e a rede ¢ dita totalmente
conectada, ou completa. A vizinhan¢a de um vértice i é dada pelo conjunto v(7) de todos
os nos adjacentes a i. O grau de um no ¢, k;, € dado pelo nimero de vizinhos de i, isto ¢, a

cardinalidade de v(7),

n
ki: E Q5.
j=1

O grau médio de uma rede,

n n

0=k 3 S

i=1 j=1
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i.e. a média aritmética de k;, Vi € V. Consideremos uma rede direcionada, novamente. O grau

de 4, k;, € igual a k" + k¢“*, onde

n

out __
ki = E Clij,

j=1
dito o grau de saida, contempla arestas saindo de i e incidindo sobre v(i), e

n

n §
ki = CLjZ‘,

j=1
dito o grau de entrada, contempla arestas saindo de v(7) e incidindo sobre i.

Considere uma rede esparsa, i.e., onde apenas uma pequena fragao do total de possiveis liga-
¢oes de fato existe, m = O(n). Sejam i e j dois nds ndo adjacentes. Embora ndo sejam vizinhos,
i e j podem estar conectados através de uma sequéncia de [ arestas, (i, k1), (k1, k2), . . ., (ki_1, ).
Essa sequéncia ¢ dita um passeio de ¢ até j, cujo comprimento ¢ [. Dizemos que dois nos estao
conectados, se existe pelo menos um passeio conectando-os. Se todos 0s ndés em um passeio
sdo distintos, adicionalmente, o passeio ¢ dito um caminho. O comprimento do menor caminho
entre dois nos, ¢ e j, ¢ dito distAncia geodésica, d;;. A distincia média de uma rede, por sua

vez, ¢ dada pela média aritmética da distancia geodésica entre todos os pares de nés da rede,

1
(d) = mzczzj, (4.1)
]
V(i,7), restrito a ¢ # j. A maior distdncia geodésica entre pares de nds em uma rede ¢ dita o
didmetro da rede. Se o passeio comega e termina no mesmo no € passa uma unica vez por cada
no, o passeio ¢ dito um ciclo. Se o passeio comega e termina no mesmo no e passa uma Unica
vez por cada aresta, o passeio ¢ dito um circuito. Se, adicionalmente, um ciclo passa por todos
os n nds da rede, ele ¢ dito um ciclo Hamiltoniano. Se um circuito passa por todas as m arestas

de uma rede, ele é dito um circuito Euleriano.

Sejam G; = (V1,F1) e Gy = (Va, Ey) duas redes. Se Vo, C Vi e By C Ep, Gy é dito
uma subrede (ou subgrafo) de G;. Se, além disso, todos os nos de (G5 estiverem conectados
entre si, G5 é dito um componente conexo de G;. Uma rede pode possuir um ou mais de um
componente conexo, sendo aquele que possui 0 maior nimero de vértices dito componente
principal. Caso, adicionalmente, o nimero de vértices no componente principal seja O(n), ele
¢ dito um componente gigante. Se V, = V) ¢ Fy, C Fy, G5 € dito um subgrafo gerador de G,
e (G; ¢ dito um subgrafo induzido de G5. Se GG é um subgrafo gerado de GG; e € conexo e ndo

possui ciclos, G5 € dito uma arvore geradora de (G;. Se, adicionalmente, G5 € ponderado e

(i,5)€E2

¢ minimo, GG, ¢ dito uma arvore geradora minima de G.
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4.2 Caracterizacao de individuos

O presente trabalho tem como um de seus principais objetivos propor critérios para sele¢ao
de nos representativos em uma rede. Uma abordagem utilizada nesse sentido € caracterizar
seus individuos através de medidas de centralidade. Algumas das medidas propostas a esse fim
caracterizam seus individuos de forma local, outras em relagdo a regido onde estdo situados, e
outras em relagdo a toda a rede. Kang et al. (2011) categorizam-nas em trés grupos: medidas
relacionadas ao grau, medidas relacionadas ao diametro, e medidas relacionadas ao fluxo. Além
dessas medidas, medidas hierarquicas também sdo apresentadas a seguir. Descricdes mais
extensivas podem ser encontradas em (Koschiitzki et al., 2005; Costa et al., 2007; Rubinov
& Sporns, 2010; Costa & Silva, 2006). Além disso, implementagdes estdo disponiveis para
MATLAB nos pacotes Brain Connectivity Toolbox' e Matlab Boost Graph Library?.

4.2.1 Medidas relacionadas ao diametro

Nessa se¢do serdo apresentados alguns critérios baseados no problema de localiza¢do de
estabelecimentos (Koschiitzki et al., 2005). Esses critérios sao divididos de acordo com a
sua fungdo objetivo. O primeiro critério, denominado excentricidade, visa otimizar a funcao
min-max, que corresponde a solucdo de interesse para a localizagcdo de um estabelecimento de
emergéncia, tal como um hospital. Deseja-se que a distancia entre quaisquer localizagdes € o
estabelecimento de emergéncia jamais seja suficientemente grande a ponto de que ocorréncias
ndo sejam atendidas em tempo. Nesse caso, o problema ¢ identificar um local que minimize
a distdncia méxima entre a instalagdo e os locais das ocorréncias. O segundo critério, dito
proximidade, visa otimizar a fun¢do min-sum, que corresponde a solugdo do problema de
localizacdo de um estabelecimento de servigo, como, por exemplo, um shopping. O objetivo,
nesse caso, ¢ minimizar o tempo médio de transito, de modo que o servico seja localizado
proximo da maior parte das localizagdes. O terceiro critério, por fim, baseia-se na localizacao de
um estabelecimento comercial que opera em um ambiente competitivo. Nesse caso, o objetivo €
localizar o estabelecimento em um local em que seja possivel capturar a maior quota de mercado
dos estabelecimentos concorrentes. Trata-se de um critério mais sofisticado, baseado na teoria

dos jogos, denominado valores centroides.

4.2.1.1 Excentricidade

Seja G = (V, E) uma rede, considere um n6 u € V. A excentricidade de u, é dada por
e(u) = max{d,, : v € V'}, seja d,, ¢ a distdncia geodésica de u a v. Segundo a excentricidade,
os nds menos excéntricos em uma rede sao os mais centrais. Hage & Harary (1995) definem um

indice de centralidade nesse caso,

'Em https://sites.google.com/site/bctnet/.
2Em https://www.cs.purdue.edu/homes/dgleich/packages/matlab_bgl/.
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1 1
max{dy, :v €V} e(u)

(4.2)

cp(u) =

cp(u) cresce a medida que o valor maximo de d,,, v € V, decresce.

4.2.1.2 Proximidade

Estudada originalmente por Bavelas (1950), a medida de proximidade, também conhecida

como a inversa do distanciamento (Freeman, 1978; Sabidussi, 1966), ¢ dada por

B 1
ZtGV\v dvt.

Normalizada, também pode ser considerada de acordo com a seguinte formulagao (Beauchamp,
1965):

cp(v) (4.3)

. n-— 1
ZtGV\v dvt .

Contudo, s3o inapropriadas a aplicacdo em redes desconexas. Sejam v e ¢ nds pertencentes a

(4.4)

cp(v)

componentes distintos, d,; = 00, e, portanto, cp = 0. Tao logo, Dangalchev (2006) propds,

alternativamente,

cp(v) =) 274, (4.5)

teV\v

e, mais recentemente, Boldi & Vigna (2014) propuseram a utilizacao da média harmonica ao

invés de média aritmética,

cn(v) = = (4.6)

adotando como convengdo 1/00 = 0, tomando como base a proposta de Marchiori & Latora
(2000), discutida mais adiante. Segundo Boldi & Vigna (2014), essa medida ¢ também a unica
dentre aquelas estudadas em seu trabalho (dentre elas grau, ranque de Page, status de Katz,
proximidade e intermedialidade) que atende aos critérios axiomaticos de centralidade propostos.
Além disso, para redes simples, a proximidade harmodnica estd fortemente correlacionada a
proximidade aritmética. Portanto, dadas as suas caracteristicas, essa abordagem de proximidade
¢ estudada no presente trabalho.

Considerando a computagio de ¢y (v) para todo v € V, o custo computacional ¢ limitado
inferiormente pelo custo da computacdo do menor caminho de cada n6 a todos os demais,
que é O(nm + n*logn) e O(nm) para redes ndo direcionadas ponderadas e ndo ponderadas,
respectivamente. Kang et al. (2011) tém estudado abordagens de computagao massiva para a
aplicag¢do da proximidade e outras medidas de centralidade a redes de grande escala. No caso da
proximidade, a abordagem denominada proximidade efetiva é O(dm), onde d é o didmetro da

rede.
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4.2.1.3 Radialidade

Adicionalmente, (Valente & Foreman, 1998) propuseram uma medida de centralidade dita

radialidade de um n6 em uma rede,

ZveV(AG +1- duv)

— 4.7)

cr(u) =

A denota o didmetro da rede. Essa medida também pode ser entendida como baseada na

proximidade. Ela mede especificamente o qudo integrado um no estd a uma rede.

4.2.1.4 Valor centroide

Seja v, (v) o nimero de nés em uma rede que localizam-se mais proximos de u que de
v, Yu(v) = fw € V @ d(u,w) < d(v,w)}|. Se um comerciante seleciona a localizagdo u
de seu comercio enquanto que a sua concorréncia seleciona a localizagdo v, entdo ele tera
(V) + 30 = (V) = (W) = 30+ 5(w(v) = 7 (u)) clientes. Logo, seja f(u,v) =
~u (V) =", (1), a concorréncia selecionara, a medida que lhe interesse, o né v que minimize f(u, v)
para instalar o seu estabelecimento. Como o comerciante sabe a estratégia da concorréncia, ele

deve selecionar a localizagdo u para a qual o pior caso de f(u, v) seja mais vantajoso,

cr(u) = min{f(u,v) :v € V —u}. (4.8)

cr(u) € dito o valor centroide e mede, especificamente, a vantagem de u em relagdo a todas as
demais localizagdes, que ¢ a diferenga minima no niimero de clientes que o comerciante ganha ou
perde ao selecionar a localizag¢do u e sua concorréncia selecionar a localizagdo v mais apropriada

diferente de w.

4.2.2 Medidas relacionadas ao grau

Diversas medidas de centralidade estdo estritamente relacionadas ao grau. A seguir sao
apresentadas medidas que oferecem caracterizagdes para além da localidade, seja por meio de
recorréncia ou caminhadas aleatérias. Em geral seus custos computacionais estdo atrelados a
solucdes de formulas fechadas através do calculo de matrizes inversas. Em alguns casos sao
conhecidas algumas manobras que as tornam menos custosas sob certas circunstancias. Solugdes

iterativas também sdo conhecidas.

4.2.2.1 Status de Katz

O status de Katz ¢ conhecidamente uma das primeiras abordagens de medida de centralidade
recorrente (Katz, 1953). No sentido de avaliar a relevancia de um né em uma rede, sdo contados,
além dos votos diretos de seus vizinhos, também votos indiretos. Se considerarmos, por exemplo
que um no @ estd conectado a apenas a um nd j e recebe votos diretos apenas dele, mas j

recebe votos de muitos nds na rede, podemos considerar que indiretamente os muitos individuos
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votam em i. T4o logo, considerando que (A¥);; informa o nimero de caminhos de j a i com

comprimento £,

o0 n

(i)=Y af(A");, (4.9)
k=1 j=1
onde o € um fator de amortecimento que garante a convergéncia da Eq. 8.10 para valores de
a < 1/A1, onde \; € o autovalor de Perron Frobenius de A, também chamado raio espectral, i.e.,
o maior autovalor de A. Satisfeita essa condi¢do, a Eq. 8.10 converge de acordo com a férmula
fechada

(I —aAT)cx =1, (4.10)

onde 1,, é o vetor unitario e cx o vetor solucao. O calculo de cx através da formula fechada
tem complexidade de tempo O(n?), devido ao calculo da matriz inversa. No entanto, Foster
et al. (2001) apresentam uma manobra que simplifica os calculos resultando em complexidade

de tempo O(n + m).

4.2.2.2 Ranque de Page

Conhecidamente umas das medidas utilizadas pelo Google em sua maquina de busca, o
ranque de Page também ¢ uma medida de centralidade recorrente, e caracteriza o n6s em relagao
a sua disposi¢do na topologia da rede (Page et al., 1999). O indice cpg(7) é proporcional ao
nimero de visitas que um no6 ¢ recebe de um caminhante realizando uma caminhada aleatoria na

rede,

k

J

crr(i)=a CPRij) +(1—a), (4.11)
jeuli)

onde o fator de amortecimento, «, determina a fracdo de vezes que o movimento realizado pelo
caminhante acontece sentido a um dos vizinhos de 7. Nas demais transi¢des, o caminhante ¢
reiniciado aleatoriamente em quaisquer dos nds da rede. Para valores de v < 1 a convergéncia

da Eq. 4.11 ¢ garantida.

4.2.2.3 Centralidade de uma caminhada aleatoria

Como a sua denominagao a descreve, essa medida toma como base a movimentagao de
um caminhante aleatério sobre a rede (Noh & Rieger, 2004). Dada a matriz de adjacéncias
(generalizada ou bindria), A, a cada movimento o caminhante localizado em um no 7 escolhe

com probabilidade,

(1) ik
Pii =<=n > (4.12)
! > im1 @ik

um dentre os nos adjacentes a ¢ para movimentar-se. Iterativamente,
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ng Zplk’1pk1]7

k1#j

1 (1)
ng - Z plklpk1k2pk2j’
k1#£jka#]

e assim por diante, de modo que a probabilidade de um caminhante aleatdrio mover-se do n6 ¢

até o n6 j em qualquer nimero de de passos ¢ dada por

1 1
DD S ! (4.13)

=1 ki#j;...;ki#j
cuja solug¢do no dominio de [, VI € N, ndo ¢ trivial. No entanto, considerando a analogia com
cadeias de Markov, podemos redefinir o n6 alvo, j, como um estado de absor¢ao, removendo a

J-ésima linha e coluna de P e denotando a matriz resultante como P_;. Seja

l _
p = > (P k), (4.14)
k155 ki#j

onde (Pi;l)ikl informa a probabilidade de comegando a caminhada em ¢ estar em k; apos [ — 1

passos. Substituindo Eq. 4.14 na Eq. 4.13, temos

=20 > (5Dl

=1 ki#j;.. ki)

que, como uma série geométrica somavel, converge para

pii= . ((I=P ) i), (4.15)
k1#£g;..ski#j

onde / ¢ dado pela matriz identidade (n — 1)-dimensional. Por conveniéncia,

P,=(I—-P)"1n—1), (4.16)

onde P; ¢ dado pelo vetor de tempos de primeira passagem de um caminhante que terminou sua

caminhada em j tendo comegado em cada um dos (n — 1) demais nods. Logo,

i n
crw (i) = =
> j=1Pji
Mais uma vez, o custo de da medida de centralidade ¢ determinado pelo calculo da matriz inversa,
O(n?).

(4.17)

4.2.3 Medidas relacionadas ao fluxo

Definimos como medidas relacionadas ao fluxo medidas que avaliam a ocorréncia de vértice

e arestas em caminhos minimo ou ciclo locais ou de tamanhos diversos. Destacamos dentre elas,
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o coeficiente de agrupamento local, a eficiéncia local e a intermedialidade.

4.2.3.1 Coeficiente de agrupamento local

Watts & Strogatz (1998) apresentam em seu trabalho a defini¢do de coeficiente de agrupa-

mento local,

N

C =%,
N

(4.18)

onde N ¢ o niimero de tridngulos envolvendo o né i e N é o niimero de triplas que incluem i.
Essa medida caracteriza relagdes de transitividade estritamente locais entre os n6s de uma rede.
O custo computacional varia em relagdo a densidade da rede, podendo ser definido como O(n)

para redes esparsas a O(n?) para redes densas.

4.2.3.2 Eficiéncia local

A eficiéncia local ¢ uma medida estritamente relacionada ao coeficiente de agrupamento local.
Através dela pode-se caracterizar nds atalho, cuja remocao pode depreciar significativamente a

robustez da rede. Seja d;;, 0 comprimento do menor caminho de j a k,

1

ff,——
T e — 1)

1
e (4.19)
jkev(i) I

4.2.3.3 Intermedialidade

Um critério ainda mais sofisticado para avaliar a centralidade de um n6 ¢ a intermedialidade.
De acordo com esse critério, um né central seria frequentemente intermediador entre informagoes
transientes na rede. Para se medir o nivel de intermedialidade de um n6é em uma rede, Freeman
(1977) supds que nos intermediadores participariam frequentemente dos menores caminho entre

pares de nds. Seja I (u) a fragdo de menores caminho entre s e ¢ dos quais o n6 u participa,

Lu(wy = 37 2,

Ost
onde o4 (u) é o numero de menores caminhos entre s e ¢ que passam por u, € oy ¢ 0 Nimero
total de menores caminhos entre s e t. Iy (u) também pode ser entendido como a probabilidade

de um nod u estd envolvido na comunicagao entre os nos s e t. Logo,

cru)= Y Y Ia(w), (4.20)

s#ueV t#£ueV

¢ dito o indice de centralidade baseado na intermedialidade. O calculo de ¢; ¢ O(nm) para redes
sem pesos e O(nm + n2logn) para redes ponderadas.
Supor que informagdes se espalham através de uma rede apenas através do menor caminho ¢

uma hipotese bastante rigida. Por isso, Newman (2005) prop0s mais recentemente uma varia¢ao
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da medida de intermedialidade baseada em caminhadas aleatérias. Assim a intermedialidade de
um né pode ser medida através de transformagdes da matriz de probabilidade de transi¢do ou

iterativamente.

4.2.4 Medidas hierarquicas

Com fins a avaliacdo de caracteristicas topologicas de redes, para além das avaliagdes
estritamente locais, Costa & Silva (2006); Costa & da Rocha (2006) propdem diversas medidas
hierdrquicas de avaliagdo de nds em redes. Para isso ampliam a vizinhanga dos n6s definindo
anéis de cobertura. Embora, originalmente tenham sido propostas apenas medidas relacionadas
com o grau e com o coeficiente de agrupamento, quaisquer medidas podem ser definidas
utilizando esse framework. Portanto, definimos a seguinte medida hierarquica, denominada

variagdo hierarquica, com fins a avaliagdo de um né alvo em relagdo a sua vizinhanga,

Q(i)
Z?:l w;;Q(5)

onde Q pode ser qualquer medida de caracterizagao de nos, como por exemplo, grau, coeficiente

Ho (i) = (4.21)

de agrupamento, intermedialidade, etc.

4.3 Propriedades e modelos de redes

A fim de possibilitar o estudo mais profundo de propriedades e dinamicas de rede, diversos
modelos de redes tém sido propostos. Esses modelos refletem de forma bem comportada e
independente algumas propriedades observadas em redes reais, permitindo o estudo mais preciso
de seus efeitos sobre dinamicas em redes. O modelo de redes de pequeno mundo (Watts &
Strogatz, 1998), por exemplo, modela a formagdo de comunidades decorrente do aumento
do coeficiente de agrupamento ao passo que as distancias entre os individuos sdo diminuidas.
O modelo de redes livre de escala (Barabasi & Albert, 1999), por sua vez, modela redes
heterogéneas, cujos individuos diferem entre si significativamente com relagao a conectividade.
Adicionalmente, o modelo de redes randomicas de Erdos & Rényi (1959) ¢ conhecidamente o
modelo mais popular na construcdo de redes sintéticas. Cada um desses modelos serd apresentado
a seguir, bem como modelos de redes com estruturas de comunidades (Girvan & Newman, 2002;
Lancichinetti et al., 2008).

4.3.1 Redes aleatorias

Um dos primeiros passos no sentido de reproduzir sinteticamente uma rede de grande escala
foi dado por Erdos & Rényi (1959). Diante da diversidade de sistemas e de suas particularidades,
0s matematicos hiingaros propuseram um modelo randomico para construcao de redes, deno-
minado grafos randomicos (Random Graphs) ou redes aleatdrias. Dado inicialmente uma rede

com n nos totalmente desconectados, cada par de nos, dentre os %n(n — 1) possiveis pares, é
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recuperado e, com uma probabilidade p constante, ¢ estabelecida uma ligagao (ndo direcionada e
sem pesos) entre eles. O resultado ¢ uma rede homogénea com uma dentre as Cﬂn_l) /2 possiveis
configuragdes de redes com n nds e m arestas, sem ligagdes retroativas ou ligacdes duplicadas.
Para p = 0, nenhuma ligagao ¢ estabelecida. Para p = 1, todas as possiveis ligagdo sio estabe-
lecidas; o resultado é uma rede totalmente conectada, com grau médio (k) = n — 1. Para uma
probabilidade p qualquer, o grau médio da rede é dado por (k) = p(n — 1). A Figura 4.1 mostra
algumas configuragdes de redes randomicas com 8 nds. Uma rede formada segundo esse modelo

possui distribui¢ao de grau bastante homogénea, seguindo a distribui¢do binomial

P(k) = < Z )pk(l —p)"t

(@) (b) (©) (d)

Figura 4.1: Configura¢des de redes randomicas com 8 vértices: (a) p = 0; (b) p = 0.1; (¢)
p=0.3;(d)p=0.8.

Para n — oo, uma rede de grande escala, essa distribuicao ¢ uma distribuicao de Poisson (Costa
et al., 2007),

e~ R L)k
k! ’

A Figura 4.2 mostra a distribuicao de grau média de 10 redes randémica com 10000 nos e

P(k) =

probabilidade p = 0.2. O coeficiente de agrupamento de uma rede randdémica ¢ dado por C' = p.

A distancia média da rede ¢ dada por

Inn
{d) ~ In(k)’

Embora a distdncia média de uma rede randomica seja pequena, quanto maior o numero de nos,

menor a probabilidade de existirem ciclos locais. Uma vez que ciclos locais sdo comuns em
redes reais, essa caracteristica torna as redes randomicas deficientes na representacdo de redes

reais.

4.3.2 Transitividade e redes de pequeno mundo

A propriedade de transitividade ¢ caracterizada pela existéncia de pequenos ciclos locais na
rede (Holland & Leinhardt, 1971; Barrat & Weigt, 2000). Essa propriedade pode ser verificada

através do coeficiente de agrupamento,
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Figura 4.2: Distribuicao de grau média de 10 redes randomicas com 1000 nos e probabilidade
p = 0.1. Uma distribuicao de Poisson.

3N
C =
N5’

onde Na ¢ o namero de triangulos na rede e /N3 ¢ o nimero de triplas de nds conectados. Um
tridangulo ¢ um conjunto de trés nods com ligagdes entre cada par de nds. O coeficiente de
agrupamento ¢ medido em razdo do nimero de triplas de nés, de modo que 0 < C < 1. O

numero de triangulos em uma rede pode ser calculado por

Np = E A Ak

k>j>i

enquanto que o numero de triplas de nds conectados pode ser calculado por

N3 = Z (aijaik + Cljiajk + akiakj).
k> 5>
Considerando a abordagem baseada no coeficiente de agrupamento local de Watts & Strogatz

(1998), o coeficiente de agrupamento da rede ¢ dado por

1

onde C; ¢ dado pela Eq. 4.18.

Por volta de 1967, o psicologo e cientista social Milgram, conduziu um experimento no
intuito de identificar a distancia geodésica entre individuos nos Estados Unidos (Milgram, 1967),
que o levou a concluir de que o menor caminho entre dois individuos qualquer ¢ mediado por
cerca de 6 individuos. Esse fendmeno ficou conhecido como efeito de pequeno mundo, e deu
origem ao termo ‘‘seis graus de separagao’’ (Watts, 1999, 2004). O efeito de pequeno mundo

afeta diretamente a dinamica dos processos que ocorrem em uma rede. Por exemplo, considere
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o espalhamento de informacao através de uma rede. Uma rede com propriedade de pequeno
mundo certamente ira espalhar informagdes rapidamente, na rede de relagoes de amizades entre
norte-americanos, por exemplo, em apenas seis iteragdes todos os individuos teriam acesso a

informacao.

Logo, Watts & Strogatz (1998) propuseram um modelo de rede que reproduz a propriedade de
pequeno mundo. Através do restabelecimento aleatdrio de algumas ligagdes em uma rede regular,
esse modelo constréi redes que sao um meio termo entre redes regulares e redes randdémicas. Sao
criados atalhos na rede, de modo que a distdncia média da rede cai significativamente, porém
mantendo a maioria dos ciclos locais caracteristicos de uma rede regular e se aproximando mais

das redes reais de que as redes aleatorias.

Dado uma rede circular regular com n nos, onde cada n6 esta conectado aos x vizinhos
mais proximos em cada diregdo e (k) = 2k, n > k > log(n) > 1, cada uma de suas liga¢des
¢ recuperada e restabelecida com probabilidade p. Para p = 0 mantém-se uma rede regular,
com alto coeficiente de agrupamento e distincia média grande. Para p — 1, tem-se uma rede
randomica com distancia média pequena mas também com coeficiente de agrupamento pequeno.
Para uma valor pequeno de p, 0.01 < p < 0.1, por sua vez, obtemos uma rede com distincia
média pequena e coeficiente de agrupamento grande, uma rede de pequeno mundo. A Figura 4.3
ilustra o processo de transformagdo de uma rede regular (v = 2) numa rede aleatéria, enquanto
que a Figura 4.4 mostra como se comportam o coeficiente de agrupamento e a distdncia média

em fungao de p.

Rede Regular Rede de Pequeno Mundo Rede Randdmica

—3.‘1‘::’5&"':;:‘}"'—

SH R

crescimento do numero de

p=0 arestas modificadas > p=1

Figura 4.3: Modelo de redes de pequeno mundo de Watts & Strogatz (1998). Parap = 0
tem-se uma rede regular. Quanto maior a probabilidade p, mais o modelo se aproxima de uma
rede randdmica. Para 0.01 < p < 0.1 a rede se comporta como uma rede de pequeno mundo.
Observe que a distancia entre os nds identificados em vermelho (cinza escuro) e em azul (cinza
claro) diminui significativamente, enquanto que o coeficiente de agrupamento mantém-se alto.
Figura adaptada com permissao da Macmillan Publishers Ltd:Nature (Watts & Strogatz, 1998),
copyright ©1998.
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Figura 4.4: Comportamento da distdncia média, (d), e do coeficiente de agrupamento, C, em
funcao de p, segundo o modelo de Watts & Strogatz (1998). Tanto o coeficiente de agrupamento
como a distancia média sdo apresentados em razdo dos respectivos valores maximos. Para
0.01 < p < 0.1 tem-se o efeito de pequeno mundo. Figura reproduzida com permissdo de
(Newman, 2003b). Copyright ©2003 Society for Industrial and Applied Mathematics. Todos os
direitos reservados.

4.3.3 Distribuicao de grau e redes livres de escala

Embora o grau caracterize individualmente os nds de uma rede e o grau médio a rede como um
todo, nenhuma dessas duas medidas € capaz de descrever como os individuos da rede conectam-se
uns aos outros e interagem entre si. Isso ndo € possivel pois, frequentemente, redes reais possuem
padrdes de conectividade ndo uniformes. A caracterizacao da distribuicdo cumulativa de grau tem
sido uma das principais maneiras de se identificar o padrdo de conectividade dos individuos de
uma rede. Redes randdmicas, por exemplo, possuem padrao de conectividade com distribui¢ao

cumulativa de Poisson (Figura 4.2).

Dada uma rede G = (V, F), p(k) informa a fracdo de nds de G que possuem grau k, ou,
de outro modo, a probabilidade de um n6 escolhido ao acaso possuir grau k. A projecao da
distribui¢do cumulativa na escala log-log permite a caracterizagao da distribui¢ao de grau da
rede. Se a distribui¢@o de grau se ajusta bem a escala log-log, descrevendo uma reta decrescente,
podemos dizer que a distribuicdo de grau segue a lei de poténcia, sendo de fato bastante
heterogénea. Se a distribuicao de grau se ajusta bem a uma escala log-linear, por outro lado,
diz-se que a distribui¢ao de grau segue uma lei exponencial. Distribuigdes homogéneas (p. ex.,
de Poisson) sdo projetadas de forma bastante curva nessas escalas. Clauset et al. (2009), por sua
vez, propdem um método de maximizagdo da verossimilhanga para estimar o coeficiente de uma
distribui¢do cumulativa de probabilidade a partir de dados empiricos.

Barabasi & Albert (1999) mostram que muitas redes reais, por exemplo, a World Wide Web,
a Internet, e a rede de interagdes entre proteinas, sdo caracterizadas por uma distribui¢ao de grau
heterogénea, propriedade que ndo ¢ satisfeita pelos modelos de redes aleatdrias ou de pequeno
mundo (Erdés & Rényi, 1959; Watts & Strogatz, 1998). Enquanto que alguns nds sao altamente
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conectivos, a maioria dos nos ¢ pouco conectado. Mais especificamente, Barabasi & Albert
(1999) mostraram que muitas redes reais possuem uma distribuicdo de grau que de fato segue a

lei de poténcia,

p(k) ~ k77,

onde 2 < v < 3, e, portanto, propuseram um modelo para a constru¢do de redes desse tipo.
Esse modelo consiste em dois fundamentos basicos: crescimento e ligacao preferencial. Dada
uma rede qualquer, inicialmente com n( nos, iterativamente sao adicionados novos nds, até
que se atinja uma configuragcdo com n nds. Para cada n6 adicionado, my novas ligagdes sao
estabelecidas entre 0 novo nd e os nds preexistentes. Os nos selecionados para estabelecer
ligagdo com o novo nd, sdo escolhidos preferencialmente, proporcionalmente ao seu grau. Isto €,
dado um novo no 7, ¢ sera conectado a um né preexistente j com probabilidade

k;

Pli = J) = 557

Inicialmente, os nds com mais ligagdes na rede tendem a ser preteridos nas ligagdes. Esses
nos tornam-se altamente conectados e, iterativamente, tornam-se ainda mais conectados, efeito
conhecido como ‘‘o rico torna-se mais rico’’ (Barabasi, 2003; Barabasi & Albert, 1999). Ao
final, temos uma rede com n = ny + t n6s e m = myt ligagdes, seja t o nimero de iteragdes.

Especificamente, o modelo gera redes com distribui¢ao de grau,

P(k) ~ k7%

o grau médio ¢é dado por (k) = 2m,. Uma vez que o grau médio ndo ¢ suficiente a descrigdo
do padrao de conectividade da rede, essas redes sdo denominadas redes livres de escala. A
Figura 4.5 mostra a distribuicdo média de 10 redes geradas segundo o modelo de Barabasi &
Albert (1999), com 10000 nos e mg = 5.

4.3.4 Assortatividade e estruturas de comunidades

Algumas redes possuem vértices de diferentes tipos. Um exemplo classico sdo as redes
sociais. Nelas os n6s representam individuos e as ligagdes representam relagdes sociais entre
eles. Em redes cujos individuos sao de fato heterogéneos, uma questdo de interesse ¢ saber como
individuos de tipos distintos interagem entre si. Por exemplo, quao provavel ¢ o relacionamento
de amizade entre individuos de classes sociais distintas. Uma medida que responde a esse
questionamento € o coeficiente de assortatividade. Seja E uma matriz de cujas entradas sao
dadas por ¢;;, e;; 0 numero de ligagdes conectando vértices do tipo ¢ a vértices do tipo j (ou
a soma dos pesos das conexdes de vértices do tipo ¢ a vértices do tipo j, no caso de redes
ponderadas). E pode ser normalizada como

E

g- B
E]
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Figura 4.5: Distribui¢do de grau média de 10 redes geradas segundo o modelo de Barabasi &
Albert (1999) com 1000 nés e my = 5.

onde ||E|| representa a soma de todas as entradas de E. A probabilidade de um vértice do tipo i
possuir um vizinho do tipo j é dada pela probabilidade condicional P(j|i),

6.
P(jli) = =2~

(412) S e
>_; P(jli) = 1. Gupta et al. (1989) sugere que o coeficiente de assortatividade, i.., a frago de
ligagdes entre individuos do mesmo tipo, ¢ dada por

onde ¢ é o numero de tipos de vértices existentes na rede. 0 < ) < 1. Caso () = 1, significa que
as interagdes se ddo exclusivamente entre individuos do mesmo tipo; caso Q = 0, as interacdes
se ddo aleatoriamente, independente do tipo dos vértices. No entanto, () tanto ndo trata matrizes
assimétricas, como pesa igualmente os tipos, independente do nimero de nds de cada tipo, isto €,

de suas expectativas. Newman (2003a) propds um coeficiente de assortatividade alternativo,

Tre — |||

e
onde Tr e é a soma dos elementos da diagonal principal da matriz E, enquanto que ||¢?|| € a soma
do quadrado de todos os elementos em E. () retorna o valor 0 no caso de ligagdes aleatorias,
enquanto que 1 no caso de assortatividade maxima. Porém, os resultados ndo se alteram no
caso de uma matriz assimétrica transposta e o nivel de contribui¢do do tipo para o coeficiente €
ponderado pelo niimero de individuos do tipo.

Um caso particular de analise de assortatividade se da avaliando os nds de acordo com a
sua conectividade (Newman, 2002), no que ¢ algumas vezes denominado correlagao de grau.

Nesse caso, os individuos sdo avaliados com relacao a tendéncia de estarem conectados a outros
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individuos que possuem o mesmo grau, por exemplo, nos bastante conectivos estarem conectados
a nos bastante conectivos, ou nds pouco conectivos estarem conectados a nds bastante conectivos.
Frequentemente observado em redes sociais, o primeiro caso ¢ dito assortativo. Frequentemente
observado em redes tecnoldgicas, redes de informacao e redes biologicas, o segundo caso ¢ dito
dissortativo, para o qual () retorna valores negativos (Newman, 2002, 2003b).

De um modo geral, o fendmeno da assortatividade sugere que individuos com experiéncias
em comum estejam conectados entre si. Em redes sociais, por exemplo, muitas das relagdes
entre os individuos ocorrem em razao de interesses em comum, ocupagdes em comum, faixa
etaria, entre outros critérios que os fazem semelhantes. Esse tipo de organizag¢ao ¢ denominada
estrutura de comunidade, ¢ estdo presentes em diversos tipos de sistemas interconectados.
Radicchi et al. (2004) apresentam duas defini¢des para comunidades, uma do ponto de vista
qualitativo e outra do ponto de vista quantitativo. Do ponto de vista qualitativo, se as ligagdes
entre vértices de uma subrede sao mais densas que as ligagcdes com o restante da rede, a subrede
¢ dita uma comunidade. Do ponto de vista quantitativo, por outro lado, uma subrede ¢ dita
uma comunidade simplesmente se a soma das ligacdes de suas vértices para dentro da subrede
for maior que a soma das ligacdes de seus vértices para fora da subrede. Allém dos motivos
supracitados, a identificacdo e caracterizagdo dessas estruturas € importante pois, individuos em
uma mesma comunidade tendem a compartilhar propriedades e dindmicas (Clauset et al., 2004;
Holme et al., 2003).

No sentido de validar uma parti¢do de uma rede em comunidades, Newman & Girvan (2004)
propuseram uma medida denominada modularidade. Considere uma rede representada através
da matriz de adjacéncias generalizada W, w;; > 0 se existe uma aresta (v;, v;), caso contrario,
w;; = 0, e uma parti¢do disjunta da rede em C' comunidades. Compomos uma matriz E, C' x C,
entre as C' comunidades, onde as entradas na diagonal principal, e;;, informam a fracdo de pesos
de arestas entre nds de uma mesma comunidade e as entradas no tridngulo superior e inferior,
eij» 1 # j, informam a fragdo de pesos de arestas entre nds em comunidades distintas *. O indice

de modularidade da parti¢ao ¢ dado por

Q=> (eq—a}), (4.22)

onde a; = ) ; €ij- Essa medida varia no intervalo [—1, 1]. Quanto maior ) melhor a particdo
de comunidades. Como pode-se presumir, a modularidade ¢ uma reinterpretagdo da medida de
assortatividade, onde as comunidades sao os tipos de nos (Clauset et al., 2004; Newman, 2006b;

Fortunato, 2010).

De outra maneira, a Eq. 4.22 pode ser definida explicitamente em fungao das arestas,

€ij = L Z wuvé(cm i)5(6v7j>7

3Ao calcular a fragdo de pesos de arestas cada aresta deve ser considerada apenas uma vez, isto ¢, em se tratando
de uma matriz de misturas simétrica, os pesos de arestas conectando nos de comunidades distintas deve ser dividido
entre as entradas e;; € ej;.
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onde k, = >, wy,em =) > w,,. No caso de parti¢cdes rigidas, temos o ¢ de Kronecker,

d(cy, cy) = 1se ¢, = ¢, caso contrario §(cy, ¢,) = 0. Logo,

Q = ZZ (ﬁ Zu v wuv Cu7 Z)(S(Cv, Z) - ﬁ Zu ku5(0u7 Z)ﬁ qu kjyé(cm Z)>
= ﬁ Zuv (wuv - kukv) Z 5(CU7 ) <C”’ )
= Y (i — ) deney)

O primeiro termo da equagao a direita,

Lm Zwuvé(cu,cv),

corresponde a fragdo de pesos de arestas entre nds do mesmo tipo, isto ¢, da mesma comunidade;

e o segundo termo,

1 kyuky

2m 2m

uv

(Cus Cv),

corresponde a mesma quantia, porém se as arestas fossem estabelecidas ao acaso, sem qualquer
denominagdo de tipo, como uma hipétese nula ou amostra de controle. Portanto, ) ~ 0,
caracteriza a inexisténcia de comunidades e ) ~ 1 — % caracteriza a existéncia de comunidades
totalmente independentes. Em redes reais, tipicamente () assume valores no intervalo [0.3,0.7]
para comunidades bem definidas.

A medida de modularidade tem sido utilizada em diversos trabalhos para a identificacao
da melhor particao de uma rede em comunidades, i.e., deteccdo de comunidades (Newman,
2004b; Clauset et al., 2004; Guimera et al., 2004; Duch & Arenas, 2005; Guimera & Amaral,
2005; Pujol et al., 2006; Ye et al., 2008). Outras abordagens para a detec¢ao de comunidades
também tém sido consideradas na literatura: métodos hierarquicos (Girvan & Newman, 2002;
Zhou, 2003b,a; Newman & Girvan, 2004), métodos que mimetizam dindmicas em redes, tais
como sincronizacao (Reichardt & Bornholdt, 2004; Arenas et al., 2006) e competi¢ao (Quiles
et al., 2008), métodos baseados em analise espectral (Newman, 2006a) e at¢ mesmo em teoria de
informagao (Ziv et al., 2005). Mais recentemente, até mesmo abordagens semissupervisionadas
foram propostas (Breve et al., 2012; Ma et al., 2010; Allahverdyan et al., 2010; Decelle et al.,
2011; Steeg et al., 2014; Zhang et al., 2014). Analises comparativas entre diversos métodos
podem ser encontradas em (Newman, 2004a; Danon et al., 2005; Lancichinetti & Fortunato,
2009). Uma revisdo mais extensa por ser encontrada em (Fortunato, 2010).

Como benchmark para a avaliacdo do desempenho de métodos de deteccao de comunidades,
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Girvan & Newman (2002) propuseram um modelo para a construcdo de redes aleatérias como
comunidades bem definidas. Originalmente, sdo geradas redes com n = 128 nds divididos
em C' = 4 comunidades, cada uma com 32 vértices; e grau médio (k) = 16. Ligacdes sdo
estabelecidas entre pares de vértices aleatoriamente, com probabilidades p;, entre nds definidos
em uma mesma comunidade e p,,; entre nds definidos em comunidades distintas. Contudo,
configuragdes diversas tém sido utilizados na literatura. Seja poye = 1 — pin, 0 nimero de
ligagdes de um né para outra comunidades é dado por Zyw = pow(k). Esse pardmetro ¢
tipicamente definido como parametro de mistura entre as comunidades. A Figura 4.6 apresenta
um exemplo construido de acordo com esse modelo. Duas cole¢des de benchmarks de detecgao
de comunidades bastante abrangentes considerando esse modelo sdo encontradas em (Danon
et al., 2005; Lancichinetti & Fortunato, 2009).

Figura 4.6: Redes com comunidades bem definidas geradas pelos modelos de redes de Gir-
van-Newman com 1024 noés, (k) = 16 e 4 comunidades bem definidas (Z,, = 2) de igual
tamanho.

No entanto, como discutido anteriormente, redes reais sdo frequentemente caracterizadas
por distribui¢cdes de grau heterogéneas e comunidades de tamanhos variados. Lancichinetti et al.
(2008) propuseram, portanto, um modelo de rede que define ambas a distribui¢des de grau e de
tamanhos de comunidades como leis de poténcia, respectivamente, com expoente v € {2,3} e
B € {1,2}*. O modelo de configuragdo proposto por Molloy & Reed (1995) € utilizado para
construir redes com o grau de seus noés definido a partir da distribui¢do com expoente 7; 0s
extremos da distribui¢do, iy € kmax, $30 definidos de modo que grau médio (k) seja satisfeito.
Cada n6 compartilha uma fragdo 1 — p de suas arestas com outros nds da mesma comunidade
e uma fracdo p de suas arestas com nos de outras comunidades, ;1 € [0,1]. O tamanho das

comunidades ¢ obtido da distribui¢do com expoente 5 de modo que a soma de seus tamanhos

4Codigo disponiveis em https://sites.google.com/site/andrealancichinetti/files.
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¢ igual a n e as restricdes de tamanho, sy, € Spax, 20 impostas de acordo com a defini¢ao
das comunidades, Syin > Fmin € Smax > Kkmax. O numero de nos ¢ dado pelo parametros n. A

Figura 4.7 apresenta um exemplo construido de acordo com esse modelo.

Figura 4.7: Redes com comunidades bem definidas geradas pelos modelos de redes de Lanci-
chinette-Fortunato-Radichi com 1024 nds, (k) = 16, distribui¢do de grau heterogénea (y = 2),
comunidade com tamanhos variados porém homogéneos (5 = 1) e comunidades bem definidas

(n=0.2).

4.4 Resiliéncia e epidemiologia

Um dos principais resultados acrescentados através da descoberta das redes livres de escala
diz respeito a resiliéncia da rede. Anteriormente, pensava-se que a remog¢ao de nos de uma rede
acarretaria a degeneracdo da rede, independentemente de sua disposi¢ao na rede. No entanto,
como destacado em (Cohen et al., 2000), redes livres de escala sdo particularmente resistentes a
remogao aleatoria de nos, porém sdo grandemente afetadas pela remogao direcionada dos nos
mais conectivos da rede, i.e., hubs, como destaca (Cohen et al., 2001). Seja p o valor percentual
de nos eliminados de uma rede livre de escala, como mostra a Figura 4.8, se os n6s removidos
forem Aubs, um pequeno percentual p de nds removidos acarreta no crescimento significativo
da distancia média da rede, (d), e consequente degeneragdo da rede. Esses resultados foram
verificados em redes de interagdo de proteinas, na WWW e na Internet (Albert et al., 2000; Jeong
et al., 2001; Newman et al., 2002), por exemplo.

Outro resultado diz respeito & compreensao dos mecanismos através dos quais doencas,

informacdes, virus (bioldgicos, ou computacionais), rumores, riquezas, entre outros, se espalham
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Figura 4.8: Resiliéncia da Internet. Quando os nos sdao removidos aleatoriamente (quadrados) a
distancia média da rede, (d), permanece estavel. Entretanto, quando a remogao ocorre preterindo
0s nds mais conectivos (circunferéncias), a depreciagdo da rede como um todo ¢ eminente. Figura
adaptada com permissdo da Macmillan Publishers Ltd:Nature (Albert et al., 2000), copyright
2000.

através das redes. Como considerado por Newman (2003b), por exemplo, a principal razao para
a modelagem de redes de contatos sexuais € a sua analise e talvez controle do espalhamento de
doengas sexualmente transmissiveis. Do mesmo modo, redes de email nos permitem analisar
o espalhamento de virus de computadores, e redes sociais nos permitir compreender como
rumores ¢ informagdes se espalham. Através da analise do processo epidemiologico, e das
caracteristicas das redes, pode-se, por fim, prever se o processo de epidemiologico retrocedera e
a informacao/virus/etc se extinguird ou se o processo epidemioldgico evoluira a uma epidemia,
ou mesmo, uma pandemia.

Um dos primeiros trabalhos a modelar a evolug¢do de um processo epidemioldgico em uma
rede complexa foi realizado por Pastor-Satorras & Vespignani (2001). Os autores analisaram
dados reais de infec¢des de virus computacionais a fim de identificar o tempo médio de vida
e a eventual persisténcia do virus na Internet. Com base nos dados, os autores desenvolveram
um modelo de espalhamento de infec¢des suscetivel-infectado-suscetivel (SIS), através do qual
puderam concluir que, nesse tipo de rede, uma infec¢ao pode se proliferar independente da
taxa de espalhamento. Por outro lado, na maioria das variacdes da taxa de espalhamento,
a epidemia ndo persiste, regredindo apds algum tempo. Esses resultados tornam evidente a
influéncia da topologia da rede no processo epidemioldgico de uma infeccdo e contrariam
muitas das conclusdes padrao em modelagem epidémicas que, até entdo, consideravam a taxa de
espalhamento um fator critico.

Barthélemy et al. (2004), por sua vez, acrescentam que, em populacdes heterogéneas, em-
bora os hubs sejam pouco numerosos, eles sdo os principais responsaveis pela proliferagao
de infecgdes, pois um efeito em cascata ¢ iniciado apos a sua contaminacao; em se tratando
de redes sociais (assortativas), dos Aubs para individuos com conectividade intermediaria, dai
para os individuos menos conectivos, resultando na infec¢do de toda rede. Esses resultados sdo

particularmente importantes para a criacao de estratégias de controle epidémico. Estratégias de
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imunizag¢do direcionadas que se adaptam ao longo do tempo a populacdo de risco podem ser
particularmente efetivas. Em infecgdes tipicamente iniciadas em individuos pouco conectivos, a
imunizacao de hubs pode ser uma excelente estratégia, restringindo a infec¢do a comunidades
isoladas da rede.

Mais recentemente, Yang et al. (2008) analisaram o processo de infec¢do 6timo. Os autores
modelaram uma estratégia universal para o processo de infec¢cdo em redes complexas a fim
de identificar a estratégia 6tima para o espalhamento. Para isso enviesaram o espalhamento
utilizando apenas a informagdo local acerca do grau dos nds vizinhos, em alguns casos dando
prioridade a infec¢do de individuos mais conectivos, noutros aos individuos menos conectivos.
Dentre as estratégias adotadas, a estratégia 6tima, i.e. cujo maior numero de individuos foi
infectado até a extingao da epidemia, contra-intuitivamente, atribuiu a nos relativamente pouco
conectivos maior relevancia.

Outros resultados destacam nos com alta intermedialidade e nos pertencentes a ntcleos
conectivos das redes (k-cores) como espalhadores influentes (Holme et al., 2002; Kitsak et al.,
2010; Chen et al., 2012). Em se tratando de dinamicas competitivas, como propagagao de
rumores e disputas por consumidores, outros comportamentos sao observados (Borge-Holthoefer
& Moreno, 2012; Borge-Holthoefer et al., 2012, 2013; Goyal et al., 2014; Galeotti & Goyal,
2009). Vide (Barrat et al., 2008; Boccaletti et al., 2006) para discussdes mais extensas.

4.5 Consideracoes finais

O presente trabalho tem como um de seus principais objetivos propor critérios para selegdo
de nos representativos em uma rede. Uma abordagem utilizada nesse sentido € caracterizar
seus individuos através de medidas de centralidade. Algumas dessas medidas sdo descritas
na Secdo 4.2 e seus resultados sdo apresentados e discutidos na segunda parte desse texto.
Destaca-se dentre elas a variagdo hierarquica de grau (Eq. 4.21).

Além disso, o estudo de distribuigdes cumulativas, modelos de redes, validacao de parti¢des
de redes, bem como aplicagdes diversas ¢ bastante relevante para o desenvolvimento do presente
trabalho. Por exemplo, em adi¢do a distribui¢do de grau, apresentada na Secao 4.3.3, outras
medidas podem ser estudadas. Nos Capitulos 6 e 7, analisamos diversas distribui¢des de medidas
de caracterizag¢ao de nés em redes.

No Capitulo 7, por sua vez, propomos a utilizacdo do indice de modularidade como uma
medida de validagdo de métodos de construcao de redes a partir de dados vetoriais para o apren-
dizado semissupervisionado baseado em redes. Contudo, identificamos alguns inconvenientes
da medida, e portanto, propomos uma medida mais adequada para este fim no Capitulo 8.

Os modelos de redes modulares de Girvan-Newman e Lancichinette-Fortunato-Radichi s@o
utilizados como benchmark de validagdo de desempenho de rotulagdo semissupervisionado no
Capitulo 6. No caso, a comunidade dos nos ¢ utilizada como um rétulo ground truth, de modo
que, para valores moderados de mistura entre comunidades, 1 € Zyy, a suposi¢do de grupos €

satisfeita.
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Por fim, os problemas discutidos na Se¢do 4.4 sdo particularmente importantes, pois caracte-
rizam analogias a identifica¢@o de individuos representativos em uma rede. Como ¢ discutido nos
Capitulos 6 e 7, enquanto que métodos difusivos apresentam ganho de desempenho significativo

quando semeados por representativos, métodos que implementam dindmicas de competi¢ao

apresentam outros comportamentos.
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Parte II
Resultados e discussoes







Reiterando, o presente trabalho tem como principais objetivos:

» Explorar a influéncia dos objetos previamente rotulados no desempenho do processo de

aprendizado semissupervisionado baseado em redes; e

 Estudar e propor critérios e estratégias para a caracterizacao e realce de itens de dados

representativos.

Nesse sentido, estudamos primeiramente a robustez dos algoritmos de aprendizado se-
missupervisionado baseados em redes utilizando uma abordagem sistematica (Capitulo 5). Os
resultados mostram que o tamanho da amostra de dados disponivel rotulada é determinante para o
desempenho do aprendizado, indicio de que o aprendizado semissupervisionado depende da qua-
lidade da amostra disponivel rotulada. Se pequenas, variagdes de desempenho significativas sdo
observadas; se suficientemente grandes, os desempenhos nos ensaios se aproximam do desempe-
nho médio. Além disso, o desempenho do aprendizado varia de acordo com a consisténcia entre
grupos e classes dos itens de dados e de acordo com a conveniéncia do método de construgdo da
rede para o processo de rotulacdo realizado pelo algoritmo de aprendizado semissupervisionado.
A abstracdo grafica oferece diversas vantagens, dentre elas a representacdo de similaridades
topologicas. Em contrapartida, no entanto, ao utiliza-la abrimos mao da descri¢gao completa dos
dados, o que pode limitar o desempenho do aprendizado. Considerando adicionalmente restrigdes
de ligacdes de acordo com os rétulos dos itens de dados disponiveis rotulados na construgao
da rede, o desempenho de classificacdo semissupervisionada ¢ melhorado significativamente.
Esses resultados dao razao aos estudos apresentados nos Capitulos 6 € 7. Reiterando a hipdtese
proposta no presente trabalho, sejam os dados representados através de uma rede que reflita
consistentemente o processo de geragcdo dos dados, itens de dados representativos destacar-se-ao
em relagdo aos demais.

Logo, estudamos em seguida abordagens para a caracteriza¢do de individuos represen-
tativos em redes modulares (Capitulo 6), evitando-se, por ora, o viés da conveniéncia do método
de construgdo da rede para o método de rotulagdo semissupervisionado. Foram considerados os
modelos de Girvan-Newman (GN) e Lancichinetti-Fortunato-Radicchi (LFR) para gerar redes
com estruturas modulares bem definidas. Contraintuitivamente, nos bastantes conectados (hubs)
nao sdo muito representativos. NoOs razoavelmente conectados em vizinhangas pouco conectadas,
por outro lado, sdo; estritamente local, esse critério de caracterizacao ¢ escalavel a grandes
volumes de dados. Em redes com distribui¢ao de grau homogénea - modelo Girvan-Newman
(GN), n6s com alto coeficiente de agrupamento também mostram-se representativos. Por outro
lado, em redes com distribui¢do de grau heterogénea - modelo Lancichinetti-Fortunato-Radicchi
(LFR), nés com alta intermedialidade se destacam. N&s com alto coeficiente de agrupamento em
redes GN estdo tipicamente situados em motifs do tipo quase-clique; nds com alta intermediali-
dade em redes LFR sdo hubs situados na borda das comunidades, interligando-as, e funcionando
como portas de entrada para as mesmas. Em ambos os casos, os nos identificados sdo excelentes

regularizadores.
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Em suma, esses resultados apontam para a possibilidade de se obter ganho significativo de
desempenho de aprendizado semissupervisionado semeando-o com individuos representativos.
No entanto, em modelos de redes distintos, critérios distintos caracterizam bem os individuos
mais representativos. Por isso estudamos a combinag@o desses critérios no sentido de prover uma
abordagem unificada para a caracterizaciao de individuos representativos (Se¢ao 6.5). Nos
cenarios destacados acima, os critérios que melhor caracterizam individuos representativos sao
aqueles cujas distribui¢des de suas afericdes sdo mais heterogénea. Logo, propomos a utilizagdo
da analise de componentes principais (PCA) para a composi¢do de componentes ortogonais
ordenadas de acordo com suas variancias. Mais ‘‘informativas’’, acredita-se que as primeiras
componentes principais sejam composi¢oes das distribui¢cdes mais heterogéneas. Dentre elas, a
segunda componente principal se destaca.

A fim de possibilitar a extensdo desses resultados a cenarios diversos, estudamos entao
a construcido da rede a partir de bases de dados vetoriais. Como destaca o Capitulo 5, o
desempenho do aprendizado semissupervisionado ¢ dependente da conveniéncia do método
de construgdo da rede para o processo de rotulagdo realizado pelo algoritmo de aprendizado
semissupervisionado. Métodos tradicionais de construcao de redes ou sdo dependentes do ajuste
de seus parametros de densidade ou se sustentam em suposicoes fortes. Contudo, a construgao
da rede a partir de dados vetoriais € um processo que nao estd subjugado a conveniéncia dos
processos de rotulagao do aprendizado semissupervisionado. Este problema equivale a reducao
ndo linear de dimensionalidade e ao aprendizado de variedades. Por isso, estudamos a constru¢ao
da rede em si mesma. O Capitulo 7 apresenta resultados obtidos nesse sentido. Um método
denominado AdaRadius € proposto e apresenta diversas propriedades interessantes, tais como
adaptabilidade em dados com densidade variada, baixa dependéncia da configuragdo de seus
parametros e custo computacional razoavel. Além disso, as redes resultantes sdo esparsas e
permitem que o método de rotulacdo tire grande vantagem da rotulagdo prévia de individuos
representativos. De certo modo, individuos representativos sao realgados. Para além disso, no
sentido de avaliar a qualidade de métodos de construcdo de redes, sdao estudadas medidas de
validagdo (Capitulo 8).

As principais contribuicdes do presente trabalho sdo compiladas no Capitulo 9, bem como
sao discutidos as questdes em aberto e os desdobramentos desse trabalho como perspectivas de

trabalhos futuros.
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Capitulo

Robustez do aprendizado
semissupervisionado

Como primeiro estudo e também no sentido de desenvolver uma metodologia consistente para
a avaliacdo de desempenho de métodos de aprendizado semissupervisionado baseados em redes,
o seguinte trabalho foi realizado. Em resumo, métodos de aprendizado semissupervisionado
baseado em redes foram aplicados ao problema de classificacdo binaria. Foi avaliada a adequagdo
de métodos de constru¢ao de rede a métodos de rotulagdo; o comportamento dos modelos
resultantes quando nao sao satisfeitas as suposi¢des de suavidade e grupos; sua dependéncia da
qualidade da amostra disponivel rotulada; e o ganho de desempenho com a adi¢ao de restrigdes

de ligagao baseadas em conhecimentos prévios sobre os dados.

5.1 Dados, métodos e simulagoes

Embora métodos de aprendizado semissupervisionado baseado em redes sejam habitualmente
propostos associados a um método de construgdo de rede especifico, geralmente, quaisquer
métodos de construgdo de redes podem ser aplicados a quaisquer métodos de aprendizado
semissupervisionado. Portanto, estudamos os seguintes métodos de construcdo de redes a
partir de dados vetoriais: rede completa ponderada (Co), k-vizinhos-mais-proximos (ANN),
kNN ponderado (wWkNN), eRadius (eRd), e eRd ponderado (weRd). Todos sdo apresentados na
Secdo 2.4.6. O parametro de largura de banda dos métodos ponderados, o, ¢ definido segundo
valor de referéncia em (Breve et al., 2012), 0 = 1. Os parametros de densidade, &, dos métodos
kNN e wkNN, e €, dos métodos eRd e weRd, foram ajustados de modo a se obter redes esparsas
porém com um unico componente; k, incrementalmente a partir de 1; e ¢ decrementalmente a

partir do valor correspondente a maior distancia entre pares de itens de dados. Adicionalmente,
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os métodos kNN e eRd também foram combinados as restri¢des must/cannot-link como no
método de agrupamento e rotulacdo semissupervisionado em (Wagstaff et al., 2001), resultando
nos modelos ANNMCL e eRAMCL.

Como método de rotulagao, estudamos os métodos fluxo-maximo corte-minimo (MinCut),
campos Gaussianos e fun¢des harmonicas (GFHF), consisténcia local e global (LGC), e competi-
¢do e cooperacdo de particulas (PCC), apresentados na Sec¢do 2.4. Como discutido na Se¢do 2.4.4,
MinCut, GFHF e LGC podem ser facilmente interpretados de acordo com o framework de regu-
lariza¢do. Em razdo da definicao de o, LGC, especificamente, possui certa propensao a corregao
de nos rotulados de forma inconsistente em relacdo de seus vizinhos. O parametro externo de
LGC, a, e os parametros externos de PCC, pgq € A, foram definidos de acordo com valores de
referéncia em (Zhou et al., 2004; Breve et al., 2012), o = 0.99, pgra = 0.70 € A, = 0.35.

No sentido de avaliar o desempenho do aprendizado, trés medidas de validagdo distintas
foram consideradas: o indice de Rand ajustado (ARI), a silhueta, e a modularidade; as duas
primeiras definida na Segdo 2.5 e a Gltima na Se¢do 4.3.4. E importante que se reitere que cada
uma dessas medidas possui um viés diferente. Quanto maior a consisténcia entre o resultado
do aprendizado e os rotulos conhecidos a priori, maior o ARI; quanto maior a consisténcia
do resultado com os grupos do conjunto de dados, maior a silhueta; e, maior a modularidade,
quanto maior a consisténcia com as comunidades da rede. Destaque-se adicionalmente que a
modularidade avalia apenas o desempenho do método de rotulacao, sendo incapaz de avaliar a

construcao da rede.

Por simplicidade, consideramos apenas conjuntos de dados sintéticos em forma de bananas,
gerados pela ferramenta MATLAB PrTools Toolbox (Duin et al., 2007). Apenas duas classes
sdo consideradas. O niimero de instancias e a dispersao dos dados sdo definidos de acordo com
os parametros n e S, respectivamente. Para quaisquer configuracdes de n e S, 4 instancias do
conjunto de dados sdao geradas. A Figura 5.1 apresenta exemplos de redes resultantes. Fixado
n, quanto maior S, maior a sobreposicao entre os grupos. Fixado .S, quanto menor n, menor a

densidade dos grupos.

Com o objetivo de garantir que o processo de rotulagdo semissupervisionado seja semeado
com amostras rotuladas de qualidades diversas, para cada configuragao e instancia do conjunto
de dados, 20 ensaios sdo realizados com divisdes aleatdrias do conjunto de dados em itens de
dados rotulados e ndo rotulados. Garante-se apenas que pelo menos um exemplo de cada classe
esteja disponivel rotulado. Média e desvio padrao de 80 ensaios para cada configuragao de n
e S sdo exibidos como resultado. Em algumas simula¢des o tamanho da amostra rotulada, L,
¢ constante, em outras variado. Para valores grandes de L a amostra cobre-se razoavelmente
ambas as classes do problema, como propde Guha et al. (1998) (vide Capitulo 3). No entanto,
para valores pequenos de L ndo se pode garantir a cobertura apropriada de ambas as classes.
Esse comportamento ¢ de particular interesse, pois nos permite avaliar a robustez dos métodos

de aprendizado semissupervisionado em relacdo a ‘‘qualidade da amostra’’.

Adotamos a seguinte metodologia para a realizagao das simula¢des. Primeiro, os métodos

MinCut, GFHF, LGC, e PCC sao aplicados sobre os grafos gerados pelos métodos de constru¢ao
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(c¢) n = 1000, S = 0.6 (d) n = 1000, S = 1.6

Figura 5.1: Exemplos de conjuntos de dados em forma de bananas com configuragdes diversas,
gerados pela ferramenta MATLAB PrTools Toolbox (Duin et al., 2007).

da rede Co, kNN, wkNN, ¢Rd e weRd sobre conjuntos de dados em forma de bananas com
n = 1000, L = 20, e misturas entre classes variadas, S = [0.6 : 0.2 : 1.6]. Os modelos mais

robustos sao elencados e selecionados para as seguintes simulagdes:

I. Sejam n = 1000 e L = 20, variamos a mistura entre as classes, S = [0.6 : 0.2 : 1.6];

II. Sejam S = 1 e L = 0.02 x n, variamos o numero de objetos do conjunto de dados,
n = {100, 200, 400, 600, 800, 1000, 1500, 2000};

II. Sejam S = 1.6 e L = 0.02 x n, variamos n = {100, 200, 400, 600, 800, 1000, 1500, 2000};

IV. Sejam n = 1000 ¢ S = 1.6, variamos a fragdo de objetos rotulados, L = {0.01,0.02, 0.04,
0.06,0.1,0.2} x n.

Como referéncia de desempenho, para cada medida de validagao também sao exibidos o de-
sempenho do classificador de rotulos aleatdrios equiprovaveis (Hp) e do classificador exato
(H;). Destaque-se adicionalmente que H; ¢ consistente com as classes, € ndo com os grupos ou

comunidades.
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5.2 Comparacao entre modelos de construcao de rede

Os métodos MinCut, GFHF, LGC, e PCC combinados as variagdes de métodos de construcao
de rede Co, kNN, wkNN, eRd e weRd foram aplicados primeiramente aos conjuntos de dados em
forma de bananas variando-se a mistura entre as classes, n = 1000, L = 20, S = [0.6 : 0.2 : 1.6].
No caso do MinCut, especificamente, devido a limitagdes do algoritmo, apenas os métodos
wkNN e weRd foram considerados. Em razao dos empates, caminhos de aumento ndo podem ser
computados para redes com arestas nao ponderadas (vide Secdo 2.4). Além disso, o algoritmo €
bastante custoso, impossibilitando a utiliza¢ao de redes completas (Co). Foi utilizado apenas o

ARI como critério para a eleicdo dos melhores modelos.
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Figura 5.2: ARI médio e desvio padrao obtido pelos modelos MinCut, GFHF, LGC, ¢ PCC
combinados aos métodos de constru¢ao de rede Co, kNN, wkNN, eRd e weRd sobre dados em
forma de bananas com n = 1000, L =20e .S =[0.6 : 0.2 : 1.6].

A Figura 5.2 apresenta os resultados obtidos pelos modelos. Como pode ser observado, a
medida que ¢ aumentada a mistura entre as classes, os pares que se destacam positivamente
sa0 wkNN-MinCut, wkNN-GFHF, kNN-GFHF, weRd-LGC, eRd-LGC, weRd-PCC e ¢Rd-PCC.
Me¢étodos de construgdo de redes diversos melhor se ajustam aos métodos de rotulagdo. MinCut e
GFHF funcionam melhor com os métodos baseados em vizinhos mais proximos, enquanto que
os métodos LGC e PCC funcionam melhor com os métodos radiais. Apenas com o método PCC
o método de construcao de redes completas (Co) nao apresentou o pior desempenho.

A pequena superioridade de desempenho dos métodos com pesos em relagdo aos métodos

sem pesos evidencia que, embora mais custosas, redes ponderadas podem ndo oferecer ganhos
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significativos de desempenho. Contudo, ainda assim, os pares ponderados foram selecionados
para as simulagdes a seguir.

A variagdo de desempenho de acordo com o método de construcao de rede, por sua vez,
evidencia a existéncia de vieses internos nos métodos de rotulacdo, que se adequam melhor a

tipos distintos de redes.

5.3 Comparacao entre métodos de propagacao de rotulo

Dentre os pares de métodos destacados na se¢do anterior, foram selecionados os pares
wkNN-MinCut, wkNN-GFHF, weRd-LGC e weRd-PCC para serem analisados comparativa-
mente. Nesta secdo eles serdo avaliados de forma mais extensa, considerando, além do ARI,
as medidas de silhueta e modularidade. Adicionalmente, os desempenhos de referéncia dos
classificadores Hy e H; também sdo apresentados.

A Simulagdo I tem a finalidade de avaliar o desempenho dos métodos de aprendizado em
relacdo a dificuldade do problema de aprendizado. Quanto maior S, maior a dispersdo das
classes e maior a regido de sobreposi¢do entre as classes. Como mostra a Figura 5.3, os pares
weRd-LGC, wkNN-GFHF e whkNN-MinCut apresentam desempenho similar nesse caso. Para
S = 1.6, de acordo com o ARI, o modelo weRd-LGC apresenta desempenho um pouco melhor
que wkNN-GFHF e whkNN-MinCut. De acordo com a medida de silhueta, no entanto, os modelos
wkNN-MinCut e weRd-LGC apresentam melhor desempenho que o modelo wkNN-GFHF. De
acordo com a modularidade, por sua vez, as trés primeiras posi¢cdes do ranque sdo quase que
indistinguivelmente ocupadas pelos mesmos 3 modelos. Em todos os casos o modelo weRd-PCC
apresenta o pior desempenho. Considerando o viés de cada medida de validagao, podemos dizer
que os modelos weRd-LGC e wkNN-MinCut preterem a consisténcia com os grupos do conjunto
de dados, enquanto que o modelo whkNN-GFHF pretere a consisténcia com as classes.

Consideremos entdo as Simulagdes II e I1I: fixados o pardmetro de mistura, respectivamente,
S =1,eS5 = 1.6, e a fracdo de objetos previamente rotulados, L = 0.02 X n, variemos apenas o
numero de objetos, n = {100, 200, 400, 600, 800, 1000, 1500, 2000}, de modo que a densidade
interna dos grupos ¢ variada. Quanto menor o numero de objetos, menor a densidade intragrupo,
e consequentemente menor a propor¢ao da densidade intragrupo em relacdo a densidade nas
regides entre os grupos. Em outras palavras, os dados ndo satisfazem a suposi¢ao de suavidade.
Na Simulagao III, onde S = 1.6, também existe alta sobreposi¢ao entre as classes, ndo sendo
satisfeita também a suposicdo de grupos (vide Figura 5.1).

Como mostra a Figura 5.4, tanto para .S = 1 como para S = 1.6, o desempenho dos pares
de métodos ¢ melhor quanto maior o nimero de objetos do conjunto de dados. Para conjuntos
de dados pequenos (n < 1000), tanto o desempenho médio ¢ depreciado, como também ¢
aumentado o desvio padrdo, validando portanto a necessidade de que os dados satisfagam a
suposicao de suavidade. Além disso, como na Simulagao I, os resultados para S = 1.6 também
sdo inferiores aos resultados para S = 1. Em todo o caso, no entanto, 0 nimero de objetos

nao influi no ranque de desempenho. O modelo weRd-LGC continua a apresentar o melhor
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Figura 5.3: Resultado médio e desvio padrao obtidos pelos modelos wANN-MinCut,
wkENN-GFHF, weRd-LGC e weRd-PCC na Simulacao I.

desempenho em termos de ARI, enquanto que o modelo weRd-PCC continua a apresentar o pior
desempenho.

Mais relevante para os propodsitos da presente pesquisa, avaliemos o desempenho dos modelos
de aprendizado em fun¢ao do tamanho da amostra conforme a Simulagao IV. Essa discussao
¢ particularmente importante no sentido de avaliar a robustez dos modelos de aprendizado em
funcdo da qualidade da amostra. Em se tratando do desempenho médio com amostras diversas,
o tamanho da amostra ¢ um indicador de sua qualidade. Quanto menor L, menos confidvel a
amostra.

Como mostra a Figura 5.5, quanto maior o tamanho da amostra, melhor o desempenho do
aprendizado. A diferenca entre os desempenhos de weRd-PCC e dos demais modelos também
diminui significativamente. Tomando como referéncia a medida de silhueta, notavelmente os
desempenhos de wiNN-MinCut, wkNN-GFHF e weRd-PCC aproximam-se do desempenho de

referéncia (H;), reafirmando a maior consisténcia dos respectivos métodos de rotulagdo com as
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Figura 5.4: Resultado médio e desvio padrao obtidos pelos modelos wANN-MinCut,
wkNN-GFHF, weRd-LGC ¢ weRd-PCC nas Simulagoes II e II1.

classes, em detrimento da consisténcia com os grupos.

Novamente, o desempenho de weRd-LGC ¢ diferenciado. Nesse caso, no entanto, para
L > 40 o desempenho do modelo ¢ significativamente depreciado em termos do ARI, porém,
em termo da silhueta, o seu desempenho ¢ superior aos desempenhos dos demais modelos. Em
outras palavras, weRd-LGC pretere a consisténcia com os grupos em detrimento da consisténcia
com as classes, resultado que se justifica pelo valor atribuido ao parametro de balanceamento

entre o termo de regularizagdo e a fungdo de erro do método LGC, X = 129%-.

Para valores pequenos de L, o desempenho médio dos modelos ¢ depreciado e maior € a
variagcdo de desempenho entre os ensaios, destacando assim a dependéncia que o aprendizado
semissupervisionado tem da qualidade da amostra rotulada, especialmente quando poucos itens
de dados estdo disponiveis rotulados. Esse ponto serd discutido mais a fundo nos proéximos

capitulos.
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Figura 5.5: Resultado médio e desvio padrao obtidos pelos modelos wANN-MinCut,
wkENN-GFHF, weRd-LGC e weRd-PCC na Simulagao IV.

5.4 Restricoes de ligacoes de acordo com conhecimentos
prévios

Em todas as simulacdes, diferente do que se esperava a principio, 0 método PCC obteve
desempenho inferior aos demais métodos estudados. Definidos de acordo com os valores
sugeridos por Breve et al. (2012), certamente o melhor ajuste de pgq € A, ndo melhoraria em
muito o desempenho do método. Contudo, outro parametro externo foi definido arbitrariamente, a
tolerancia do critério de parada. Como sugerido pelos autores, uma abordagem para a verificagao
da convergéncia do método ¢ avaliar a taxa de crescimento da pertinéncia dos nos aos times de
particulas, que tende a diminuir a medida que os times de particulas dominam comunidades da
rede. Em relacdo a isso, observamos que mesmo depois de muitas iteracdes esse indice oscila um

pouco, caracterizando a mudanga do comportamento predominante de pelo menos um dos times
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Figura 5.6: Resultados obtidos pelos modelos ANNMCL-PCC, eRAMCL-PCC e weRd-PCC nas
simulagdes I, I e IV. Em (a), (d) e (g) paran = 1000, L = 20e S = [0.6 : 0.2 : 1.6]; em (b),
(e) e (h) para n = {100, 200, 400, 600, 1000, 2000}, L = 0.02 x n e S = 1.6; ¢ em (c), (f) e (i)
paran = 1000, L = {0.01,0.02,0.04,0.06,0.1,0.2} x ne S = 1.6. Séo apresentados média e
desvio padrao de 80 ensaios - 20 ensaios com divisdes aleatorias entre rotulados e ndo rotulados
para cada uma de 4 varia¢des do conjunto de dados.

de particulas, do comportamento defensivo para o comportamento explorativo. Esse fenomeno
¢ bastante interessante no sentido de permitir que a solugdo obtida fuja de minimos locais. No
entanto, se o parametro de convergéncia ndo ¢ definido de forma bastante especifica, ao atingir
um minimo local (equilibrio instavel), o algoritmo pode ser encerrado, o que parece ter acontecido
com razoavel frequéncia nas simulacdes anteriores. Como as discussdes realizadas até o presente
momento foram suficientemente produtivas, optamos por ndo reexecutar as simula¢des, mas, ao
invés disso, realizar as simulagdes I, III e IV com os métodos de construgao de rede eRAMCL e
ENNMCL combinados a PCC.

A Figura 5.6 reapresenta os resultados obtidos por weRd-PCC nas simulagoes I, 11l e IV
em contraste com os resultados obtidos por eERAMCL-PCC e KENNMCL-PCC. eRAMCL-PCC
e kNNMCL-PCC obtém resultados muito bons, préximo do desempenho de referéncia do
classificador exato (H;). As modificagdes resultantes das restri¢gdes de ligagao simplificam
significativamente o problema de classificacdo. Arestas entre nds com rétulos distintos sao
eliminadas e arestas entre nds com o mesmo rotulo sdo estabelecidas, em alguns casos ligando

nos amostrados das regides de sobreposicao entre as classes com nods centrais. Essa solugdo
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se ajusta muito bem a dinamica de método PCC. As particulas passam a dispor de atalhos até
a regido de segurancga de seu time e por isso conseguem reforcar sua energia e dominar seu
territorio de forma mais eficiente. E para tanto, nem mesmo € necessario o ajuste do parametro de
convergéncia. Atalhos até regides dominadas por particulas adversarias também sdo eliminados

analogamente.

5.5 Consideracoes finais

Nesse capitulo, métodos diversos de construgdo de redes e de rotulagdo foram estudados
tomando como critério de avaliagdo medidas de validacdo externa, validacao relativa de agrupa-
mento, ¢ validagdo de deteccao de comunidades. Casamentos diversos de métodos de construcao
de redes e métodos de rotulagdo apresentaram bom desempenho. No entanto, em se tratando da
tarefa de classificacdo, a constru¢do da rede considerando restri¢des para o estabelecimento de
ligacdes entre nos rotulados, possibilitou ganho significativo de desempenho, tornando a rotula-
¢do semissupervisionada muito mais eficiente. Além disso, pudemos observar a degeneragao do
aprendizado semissupervisionado quando ndo sdo satisfeitas as suposi¢des de suavidade e de
agrupamento, bem como quando poucos itens de dados estdo disponiveis rotulados. O desvio
padrao dos resultados das simulacdes ¢ significativo nesse caso.

Um aspecto que precisa ser destacado ¢ o seguinte. Em fun¢do da defini¢cao de seus parame-
tros e de seu viés interno, métodos de rotulacdo podem preterir a consisténcia com as classes
ou a consisténcia com os grupos, como mostram os resultados acima. Se classes e grupos nao
sdo consistentes, isto €, a suposicao de suavidade ndo € satisfeita, os resultados oferecidos pelos
métodos podem ndo atender a necessidade especifica da aplicagdo. Em se tratando da um tarefa
de classificagdo, obviamente, ¢ interessante que exista consisténcia com as classes; agrupamento,
por sua vez, com os grupos. No entanto, de um ponto de vista mais amplo, diriamos, do ponto
de vista do aprendizado semissupervisionado, faz-se necessaria uma analise reflexiva sobre os
propositos desse paradigma de aprendizado. Nao seria o caso de se manter um meio termo entra
a consisténcia com ambos, classes e grupos? Essa € uma questao que precisa ser melhor estudada

e discutida.

72



Capitulo

Caracterizacao de individuos
representativos em redes

No Capitulo 5, vimos como a qualidade da amostra disponivel rotulada influencia no desem-
penho do aprendizado semissupervisionado (ASS) baseado em redes. Esse ponto sera estudado

mais a fundo nas proximas segoes.

Uma abordagem conveniente para a identificacdo de boas sementes para o aprendizado
semissupervisionado baseado em redes ¢ primeiro identificar as comunidades da rede, e, em
seguida, caracterizar os representativos de cada comunidade (Motta et al., 2009). No entanto,
apresentamos uma hipdtese que vai um pouco além desse tipo de abordagem. Para nds a
representatividade ¢ um fendmeno diretamente relacionado a formagdo de comunidades em
redes. Isto €, as estruturas de comunidades em uma rede sdo resultado da organizagao de seus
individuos em torno de seus representativos. E por isso, assumimos que boas estruturas de
rede devem realgar nos representativos. Logo, propomos critérios de caracterizacdo de nos
representativos em redes, tomando como base indices de centralidade, desconsiderando qualquer

informacgao adicional sobre as estruturas de grupos ou comunidades.

Apesar das diferentes denominagdes, individuos representativos sdo estudados em diversos
problemas de redes complexas, tais como resiliéncia e epidemiologia (Albert et al., 2000; Holme
et al., 2002; Pastor-Satorras & Vespignani, 2002). Redes livres de escala, por exemplo, sao
conhecidamente resilientes a ataques randomicos, porém bastante sensiveis a ataques direciona-
dos sobre os hubs (Albert et al., 2000; Cohen et al., 2000, 2001; Jeong et al., 2001; Newman
et al., 2002). Hubs, nesse caso, podem ser ditos representativos. Outros resultados destacam nos
com alta intermedialidade e nds pertencentes a nucleos conectivos das redes (k-cores) como
espalhadores influentes (Holme et al., 2002; Kitsak et al., 2010; Chen et al., 2012). Em se

tratando de dindmicas competitivas, como propagacao de rumores e disputas por consumidores,
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outros comportamentos sdo observados (Borge-Holthoefer & Moreno, 2012; Borge-Holthoefer
etal., 2012, 2013; Goyal et al., 2014; Galeotti & Goyal, 2009).

Nesse capitulo estudamos fenomenos semelhantes em redes com estruturas de comunidades
bem definidas, a saber, redes de Girvan-Newman e Lancichinetti-Fortunato-Radicchi (vide
Secdo 4.3.4). A propagacdo de rétulos pode ser entendida como uma dindmica de rede, consi-
derando, no caso, os métodos campos Gaussianos e fungdes harmonicas, consisténcia local e
global, e competi¢do e cooperacao de particulas (vide 2.4). Os dois primeiros métodos realizam
dinamicas difusivas, enquanto que o ultimo, dindmica competitiva. Além do desempenho do
ponto de vista do aprendizado de maquina, insights com relagdo a dinamicas em redes podem
ser extraidos. Critérios de caracterizacao de nos centrais diversos sao estudados no sentido de
caracterizar boas sementes para o processo de rotulagdo semissupervisionado, destacando-se os
critérios que caracterizam os nos da rede de forma mais heterogénea. Adicionalmente, a técnica
analise de componentes principais € utilizada para agregar indices de centralidade no sentido
de propor critérios unificados de caracterizacdo de representativos, pois critérios diversos se

destacam em redes de modelos diversos.

6.1 Variabilidade de desempenho de aprendizado

Tanto em métodos classicos de aprendizado de méquina como na natureza podemos observar
como processos de aprendizagem dependem da qualidade de suas amostras. Como um exemplo,
a ma inicializagdo dos centroides no k-médias pode levar a uma solug@o pobre no hiperespago
de solugdes (Jain, 2010; MacQueen, 1967; Jain & Dubes, 1988). Estendemos um pouco mais o
estudo dessa questdo nessa se¢ao.

Consideremos os métodos de rotulagdo semissupervisionada campos Gaussianos e fungoes
harmdnicas (GFHF), consisténcia local e global (LGC) e competi¢do e cooperagdo de particulas
(PCC). Além da rede e itens de dados rotulados, LGC recebe como entrada um parametro externo,
«a, utilizado para balancear o termos de regularizagao e erro do método. Consideremos um no
rotulado qualquer da rede. Quanto maior <, maior a influéncia de seus vizinhos no seu rétulo final.
GFHF, por outro lado, ndo permite a correcao de rotulos de dados rotulados a priori inconsistentes
em relagdo a sua vizinhanga. Portanto suas nicas entradas sao a rede e os nos rotulados. PCC, por
sua vez, realiza uma dindmica mais complexa, dificil de ser modelada em termos do framework
de regularizagdo. E realizado um processo de competi¢io e cooperagio entre particulas que
caminham na rede fazendo movimentos ora aleatorios, ora gulosos. Movimentos gulosos
caracterizam comportamento defensivo, enquanto que movimentos aleatorios, comportamento
explorativo, sendo o pardmetro p,q responsavel pelo balango entre os comportamentos. Quanto
maior pgq, mais defensivo o comportamento das particulas. Adicionalmente, o pardmetro A,
controla a intensidade da competi¢do entre as particulas. Quanto maior A,, mais agressivo o
efeito da visita de uma particula a um no. o, pgq € A, sdo definidos no intervalo [0, 1].

Dadas como entrada redes de Girvan-Newman com 1024 nés, 4 comunidades bem definidas,

grau médio (k) = 16 ¢ Zy,; = 2 e os rotulos de amostras de dados selecionadas randomicamente,
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cobrindo 2% dos nos (em média 20 nos), para cada configuragao de algoritmo de rotulagdo e
parametros externos, realizamos 900 ensaios (30 amostras de dados rotulados em 30 realizagdes
da rede). Os resultados sdao apresentados em termos do indice de Rand ajustado, conforme
apresenta a Se¢do 2.5. Como os rotulos ground truth de referéncia correspondem as comunidades,

o indice de modularidade € bastante correlacionado ao ARI.
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Figura 6.1: Desempenho dos métodos GFHF (em (a)) e LGC (em (b)) em relagdo a amostra
disponivel rotulada e, no caso do LGC, ao ajuste de o. Sao apresentados ARI médio, desvio
padrao sobre a (e abaixo da) média e pior e melhor desempenho observados em 900 ensaios
(simbolo ‘+7).

Como mostra a Figura 6.1, o desempenho de GFHF varia significativamente em razao da
qualidade das amostras. Enquanto que o desempenho médio resulta ARI = 0.7146, o melhor
desempenho resulta ARI = 0.9920 e o pior, ARI = 0.2213. Variando a amostra rotulada e o, o
desempenho de LGC também varia significativamente. Bons desempenhos médios sao observado
para 0.6 < o < 0.8. Para a > 9 os melhores e piores desempenhos sdo observados; também o
desvio padrdo observado ¢ muito maior que para o < 0.8. Reiterando os resultados apresentados
no Capitulo 5, valores altos de o favorecem a consisténcia com grupos, em detrimento das
classes, resultando, no caso, no alagamento de comunidades com pouco dados disponiveis
rotulados pelos rotulos difundidos a partir de outras comunidades. Em termos de desempenho de
classificacdo, podemos dizer que, embora menos arriscado, definir 0.6 < o < 0.8 restringe o
desempenho de LGC. Notavelmente, amostras podem ser extraidas da rede e rotuladas de modo
a possibilitar que LGC apresente desempenho consistente tanto com os grupos como com as
classes, inclusive para a > 9.

A Figura 6.2 apresenta o0 ARI médio e desvio padrdo obtidos pelo método PCC, bem como o
numero médio de iteragdes necessario até a convergéncia do algoritmo. Variando-se a amostra
disponivel rotulada, pgq € A,, temos variagdes significativas de desempenho. Quanto menor
A, melhor o desempenho médio, caracterizando a maior suavidade do processo competitivo;

Perd> POT outro lado, resulta em bom desempenho médio no intervalo [0.6, 0.8]. Diferente do
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Figura 6.2: Desempenho do método PCC em relagao a amostra disponivel rotulada e o ajuste
dos pardmetros pgq € A,. Em (a) ¢ apresentado o ARI médio; em (b) o niimero de iteracdes até
a convergéncia do algoritmo; e em (c) e (d) sec¢des transversais da superficie de desempenho
para pgq = 0.75 e A, = 0.2, respectivamente. Desempenhos médios consistem na média de 900
ensaios. Em (c) e (d) s@o apresentados adicionalmente desvio padrdo sobre a (e abaixo da) média
e pior (A) e melhor (V) desempenho para cada configuragao.

que pode-se pensar, a convergéncia do algoritmo ¢ mais demorada para valores grandes de A, e
valores pequenos de pgq4, pois a competigdo entre as particulas € mais agressiva, resultando em
reiteradas batalhas pelo dominio de territorios fronteirigos. Garantias de bom desempenho, no
entanto, sdo oferecidas apenas para pgq = 0.75 ¢ A, = 0.2, onde o desvio padrdo do desempenho
¢ reduzido. Fixado A, = 0.2, desempenhos melhores podem ser obtidos quando dada maior
capacidade de exploragdo as particulas, especificamente, para valores de pgq entre 0.15 € 0.3.

Nesse caso faz-se necessario, contudo, que uma amostra representativa esteja disponivel rotulada.

Podemos concluir portanto que, além da definicdo dos parametros externos, a qualidade da
amostra disponivel rotulada enviesa o desempenho do aprendizado semissupervisionado baseado
em redes, e, portanto, ndo apenas parametros externos devem ser ajustados, mas boas amostras
dos dados também precisam ser selecionadas e rotuladas a priori. Esses resultados ddo razao

ao estudo apresentado nas proximas se¢des no sentido de propor critérios para a selegao de
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representativos para semear o aprendizado semissupervisionado.

6.2 Caracterizacao de representativos

Medidas de centralidade sdo capazes de caracterizar nos localmente, em relagdo aos seus
vizinhos, regionalmente e até mesmo em relagdo a rede como um todo. Com fins a caracterizagao
de nds representativos, estudamos as seguintes medidas de centralidade em redes: grau (deg),
eficiéncia local (eff), coeficiente de agrupamento (CC), intermedialidade (btw), ranque de Page
(PgRC), variagdo hierarquica de grau (Hyeg) € variagdo hierarquica de coeficiente de agrupamento
(Hcc). Suas descrigdes podem ser encontradas também em (Aratjo & Zhao, 2013a,b; Rubinov
& Sporns, 2010; Brandes & Erlebach, 2005; Costa & Silva, 2006), bem como na Se¢do 4.2. A
seguir apresentamos a caracteriza¢do de nds em uma rede de associacdes entre golfinhos nariz

de garrafa compilada por Lusseau et al. (2003).

(d) btw (e) eff ® CC (g) Hee

Figura 6.3: Rede de associagdes entre golfinhos com os nds caracterizados por medidas de cen-
tralidade em rede (Lusseau et al., 2003). Quanto mais clara a cor do n6, maior o indice atribuido
pela medida. O espalhamento visual da rede ¢ realizado através do método de minimizacao de
energia de um sistema de molas entre todos pares de vértices, cuja rigidez da mola entre cada par
de vértices ¢ proporcional a distancia minima entre os mesmos (Kamada & Kawai, 1989).
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Composta por 62 golfinhos que vivem em Doubtful Sound, Nova Zelandia, essa rede ¢
tipicamente descrita como possuindo duas comunidades, uma delas com 3 subcomunidades,
que caracterizam homofilia (Lusseau & Newman, 2004; Lusseau, 2003). A Figura 6.3 mostra
instancias dessa rede onde os nos sdo coloridos de acordo com os indices de centralidade
atribuidos por deg, eff, CC, btw, PgRC, Hyey, Hoe. Quanto mais clara a cor do no, maior o indice
atribuido pela medida. Pode-se observar a distribuicdo das duas principais comunidades através
da representagdo visual. Destaque-se a alta correlagdo entre os indices das medidas baseadas
no grau (deg, PgRC e Hg,) € a disposi¢do dos nés com alta intermedialidade na regido entre as
duas principais comunidades. A Figura 6.4 (a) mostra adicionalmente a distribuicdo cumulativa
de cada medida. Notavelmente, btw prové uma caracterizagdo mais heterogénea dos nds. Esses

aspectos serdo discutidos mais a frente.

6.3 Métodos e analise numérica

No sentido de avaliar a performance da rotulacao semissupervisionada semeada por repre-
sentativos, primeiramente consideramos as medidas apresentadas acima, deg, eff, CC, btw,
PgRC, Hyey, Hee. Cada medida € considerada um critério para a caracterizagdo de representati-
vos. Quanto maior o indice recebido pelo nd, maior a sua representatividade de acordo com o
respectivo critério.

Novamente, consideramos os métodos de propagacao de rotulos GFHF, LGC e PCC. Com
base nos resultados apresentados na Secdo 6.1, definimos os pardmetros externos, o = 0.7,
A, = 0.2 e pga = 0.75, de modo a favorecer o desempenho da abordagem de sele¢do de sementes
através de amostragem aleatoria. Bastante correlacionados, a modularidade e o indice de Rand
ajustado, optamos por apresentar os resultado considerando apenas o ARI (vide Se¢do 2.5)
conforme apresentado na Se¢ao 2.5. Destaque-se que um classificador aleatério equiprovavel
obtém valores de ARI proximos de 0, enquanto que o classificador exato, ARI=1. Além de
redes de Girvan-Newman, utilizamos também redes Lancichinetti-Fortunato-Radicchi como
benchmark. Por ora, evitamos o viés dos métodos de construcdo de rede.

Foram geradas redes randomicas com 1024 nds, 4 comunidades, grau médio (k) = 16,
e Zow = {1,2,...,8} através do modelo GN. A distribuigdo de grau das redes resultantes
¢ bastante homogénea. Por outro lado, foram geradas redes modulares com 1024 nos, grau
médio (k) = 16, distribui¢do de grau heterogénea que segue a lei de poténcia com expoente
~v = 2, ¢ comunidade de tamanhos variados considerando distribuicdo homogénea (6 = 1),
ep = [0.1:0.05: 0.5 como o modelo LFR. Os parametros Z, ¢ p controlam o nivel de
mistura entre as comunidades. Quanto maior Z, ou x4 maior a sobreposicao entre as mesmas
(vide 4.3.4).

Para cada configuragao de rede sdao geradas 30 redes. Nao deterministicos, a cada realizacao
os modelos produzem uma rede distinta, com pequenas variacdes em relagdo as defini¢coes de
parametros. Deterministicos, cada critério de selecdo de representativos ¢ aplicado uma tinica

vez em cada rede. Os resultados apresentados sao a média dos desempenhos obtidos no conjunto
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de redes gerado para cada configuracdo. Para comparagdo, amostras também sao selecionadas
ao acaso. Trinta ensaios sao realizados em cada rede, totalizando 900 ensaios. O ARI médio
¢ reportado como desempenho equivalente a um ensemble de classificadores semeados por
amostras randOmicas.

Os ensaios foram realizados considerando apenas 2% dos dados disponiveis rotulados (em
média 20 itens de dados) e ndo garantem que nds de todas as classes sejam selecionados. Esse
cenario € equivalente aquele encontrado no mundo real, onde nem rétulos nem distribuigdes de
classes sdo conhecidos a priori. Depois de selecionados, no entanto, ambos dados seleciona-
dos aleatoriamente e segundo os critérios propostos sao rotulados confidentemente. Contudo,
como sao consideradas desde redes com comunidades bem definidas até redes sobreposicao

significativa entre as classes, a consisténcia de grupos nem sempre ¢ satisfeita.

6.4 Resultados e discussoes

Denominamos a propagacao dos rétulos de uma classe para além das comunidades cor-
respondentes em redes com comunidades bem definidas, inundagdo ou intrusdo. Em casos
extremos observamos até todos os nos a priori ndo rotulados sendo rotulados com rétulos de
uma Unica classe. Uma vez que as amostras estudadas ndo sao estratificadas, quando existe
um desbalango significativo entre o niimero de nods rotulados de cada classe, observamos a
ocorréncia desse fendmeno para os métodos LGC e GFHF. Esta ¢ a principal razao para LGC e
GFHF apresentarem desempenho significativamente inferior a PCC (vide Tabela 6.1). Com um
bom ajuste de seus parametros externos, PCC se mostra bastante robusto. Isso se justifica na
dindmica de competicao entre as particulas, que suprimem intrusdes/inundagdes mesmo quando
seu time possui numero de particulas (nds rotulados) inferior aos demais times (classes).

Como mostra a Tabela 6.1, contraintuitivamente, rotular nés com alto grau ndo ¢ uma
estratégia confiavel para semear a propagacao de rotulos em redes de Girvan-Newman e Lanci-
chinetti-Fortunato-Radicchi. Apenas LGC e GFHF conseguem obter melhores desempenhos
utilizando esse critério de que semeados por amostras aleatorias e apenas em redes LFR. O
critério PgRC, da mesma forma, apenas se destaca em redes LFR semeando os métodos LGC e
GFHF.

A variagdo hierarquica de grau (Hgeg), por outro lado, destaca-se significativamente entre os
melhores critérios para a selecdo de representativos em redes de ambos os tipos. Esse resultado
mostra que mais importante do que ser muito conectivo € ser razoavelmente conectivo em vizi-
nhangas pouco conectivas. Os critérios baseados no coeficiente de agrupamento (CC e Hc) e na
intermedialidade (btw), por sua vez, proporcionam os melhores desempenhos dentre os critérios
estudados, respectivamente, em redes GN e LFR. No6s com alto coeficiente de agrupamento em
redes GN estdo tipicamente situados em motifs do tipo quase-clique, emergentes da pseudo-alea-
toriedade computacional das ligacdes estabelecidas pelo modelo. Nos com alta intermedialidade
em redes LFR sdo quase-Aubs situados na borda das comunidades, interligando-as. Em ambos

0s casos, os nos identificados sdo excelentes regularizadores. Nos com alta eficiéncia local, por
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Tabela 6.1: ARI médio e ranque médio obtidos por métodos de propagacao de rotulos semeados por nos realgados por critérios diversos de selecao de
representativos.

GN N=1024, C=4, (k)=16, Zoy Ranque LFR N=1024, (k)=16, 71=2, 1o=1, i Ranque
1 2 3 4 5 6 7 8 Médio 0.1 015 02 025 03 035 04 045 05 Médio

GFHF sobre
ensemble 0.90 0.68 0.50 0.36 024 0.14 0.08 0.05 375 067 057 044 035 029 023 015 011 006 433
top deg 0.84 0.62 039 023 0.19 0.09 0.07 0.04 6 0.63 0.54 055 050 033 026 027 020 0.15 3.33
top eff 0.85 0.58 043 035 021 0.16 0.11 0.03 4.62 0.18 0.05 0.11 0.12 0.05 0.04 0.09 0.09 0.05 6.11
top CC 090 0.69 054 045 031 024 0.09 0.06 2.37 0.18 0.05 0.11 0.12 0.05 0.04 0.09 0.09 0.05 6.11
top btw 093 0.76 046 034 026 0.11 0.06 0.03 4.12 0.77 0.66 0.60 055 038 030 028 023 0.15 1.11
top PgRC 092 0.75 0.50 030 023 0.13 0.06 0.05 4.25 0.67 0.58 0.57 0.51 035 028 027 020 0.16 2.44
top Heeg 095 0.75 0.55 036 026 016 0.12 0.03 2.5 0.74 0.61 0.60 053 036 028 027 021 0.16 1.78
top Hee 092 0.82 050 045 027 023 0.16 0.08 1.75 0.03 0.01 0 0.03 0.01 0.01 0.04 0.04 0.04 7.11

LGC sobre

ensemble 094 085 0.72 057 040 025 015 0.08 3.87 070 063 046 036 029 023 015 011 0.06 489
top deg 0.89 0.79 0.61 0.50 0.37 025 0.15 0.08 5.62 0.66 0.61 062 058 043 038 032 028 0.18 3.67
top eff 096 0.84 0.73 0.62 042 028 0.18 0.07 2.75 046 033 030 022 0.15 0.17 0.13 0.13 0.06 5.89
top CC 096 0.87 0.79 0.63 046 030 0.16 0.09 1.5 046 033 030 022 0.15 0.17 0.13 0.13 0.06 5.89
top btw 0.89 0.80 0.66 0.54 041 024 0.15 0.07 5.25 0.83 0.76 0.72 068 052 046 038 032 0.19 1

top PgRC 092 0.86 0.67 055 040 026 0.17 0.08 4 0.73 0.64 0.66 060 047 040 033 028 0.18 2.67
top Heeg 094 0.86 0.71 0.56 043 028 0.18 0.08 3 0.80 0.69 0.70 062 047 042 033 029 0.19 1.89
top Hee 097 092 0.76 0.60 042 029 0.18 0.09 1.75 0.12 0.05 0.09 0.10 0.07 0.03 0.06 0.07 0.05 7.22

PCC sobre
ensemble 0.97 0.93 085 0.73 056 036 021 0.10 325 0.88 085 0.78 0.68 0.57 045 031 022 0.13 2.22
top deg 093 089 0.76 068 0.52 035 021 0.10 5.25 0.68 064 063 058 049 040 032 025 0.15 4.33
top eff 097 090 084 0.77 0.57 040 025 0.12 2.37 0.54 040 039 034 028 024 0.19 0.16 0.09 6.44
top CC 097 092 089 0.77 0.62 043 023 0.12 1.62 0.54 039 040 034 030 023 0.17 0.15 0.09 6.67
top btw 097 093 082 0.72 054 036 020 0.10 4 0.84 0.78 0.72 0.69 056 048 0.38 028 0.18 1.44
top PgRC 096 095 0.81 0.71 0.55 037 023 0.11 3.5 0.74 0.66 0.66 061 052 043 034 026 0.15 3.33
top Heg 098 095 084 0.73 057 037 022 0.11 2.62 0.81 071 071 0.63 051 044 034 027 0.18 2.67
top Hee 099 095 088 0.75 0.59 043 025 0.12 1.37 0.14 0.08 0.15 0.17 0.14 0.11 0.12 0.10 0.05 8.11
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sua vez, sao boas sementes apenas em redes de GN.

Esses resultados mostram que € possivel se obter ganho significativo de desempenho no
aprendizado semissupervisionado semeando o processo de rotulagdo com itens de dados represen-
tativos. Mais robusto que LGC e GFHF, mesmo PCC em redes LFR consegue tirar vantagem de
algum dos critérios propostos. A intermedialidade se destaca quando existe alguma sobreposigao
entre as comunidades. Considerando apenas LGC e GFHF, os ganhos de desempenho sdo bem
mais significativos. Em cada modelo de rede, pelo menos trés critérios se destacam. Entretanto, a
exce¢do de Hgeg, critérios diversos se destacam em tipos diversos de redes. E, por isso, propomos

a seguir a agregacao das medidas no sentido de propor um critério suficientemente geral.

6.5 Composicao de medidas

A Figura 6.4 mostra a distribuicdo cumulativa das medidas estudadas em instancias de redes
GN e LFR, além da rede de golfinhos. Podemos distinguir que alguns nos possuem perfil
diferenciado em relac@o aos demais nds da rede. No boxplot, quanto menor a distdncia entre
Q1 e X3, mais outliers sdo destacados. Especificamente, nos interessam outliers a direita da
distribui¢do, como destaca a medida btw na rede de golfinhos, que apresentam perfis destacado
em termos de centralidade. Em redes GN, as medidas CC, H¢c e eff destacam melhor esse tipo
de no; em redes LFR, por sua vez, as medidas btw, deg, Hyee € PgRC. Essas medidas apresentam
distribui¢des cumulativas significativamente heterogéneas nas respectivas redes.

A técnica andlise de componentes principais ¢ frequentemente utilizada na literatura para
a reducdo de dimensionalidade. Dado um conjunto de dados, calcula-se a covariancia entre as
suas variaveis. Em seguida, decompde-se a matriz de covariancia em autovetores e autovalores
associados. Os autovetores sdo utilizados como base para a transformagao das variaveis originais
em componentes ortogonais, o que equivale, geometricamente, a rotagdo das bases do conjunto
de dados no sentido de maximizar a varidncia dos componentes € minimizar a covariancia entre
os componentes. Correspondentes as variancias das componentes, os autovalores associados sdo
utilizados como critério de ordenagao das variaveis. Com fins a reducdo de dimensionalidade,
componentes com menor variancia sao descartadas mantendo-se as ‘‘componentes principais’’,
ditas de maior ‘‘relevancia’’ ou informacao agregada (Jolliffe, 2002).

Dados o indices de caracterizagdo de representativos de acordo com diversos critérios,
aplicamos a técnica analise de componentes principais para a obten¢do de caracterizagdes
ortogonais. As varidveis originais sdo reescaladas em [0, 1] para prevenir a dominancia de
variaveis de acordo com suas escalas. Estamos interessados em caracterizagdes que relevem nos
com perfil diferenciado em termos de centralidade.

Como mostra a Figura 6.5, em redes de Girvan-Newman, a primeira componente principal
(Z,) ¢ altamente correlacionada com a intermedialidade e com as medidas baseadas no grau (deg,
PgRC e Hyep); Zo, com a eficiéncia local (eff) e com as medidas de coeficientes de agrupamento
(CC e Hee). Em redes LFR, por outro, acontece o oposto. Z; ¢ altamente correlacionada com

eff, CC e Hce, enquanto que Z, ¢ altamente correlacionada com deg, PgRC e Hye,. Em ambos
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Figura 6.4: Caracterizacdo de nds em redes de acordo com medidas de centralidade. Em (a) temos
a rede de associacgdes entre golfinhos (Lusseau et al., 2003); em (b) uma rede de Girvan-Newman
com 1024 nds, 4 comunidades, grau médio (k) = 16 e Zy, = 2; em (c) um rede LFR com
distribui¢@o de grau heterogénea (y = 2), grau médio (k) = 16 e comunidades de tamanhos
diversos, porém nao muito distintos. Em cada boxplot, as extremidades do retdngulo informam
0s 25° e 75° percentis, ()1 € (J3; a mediana ¢ apresentada dentro do retangulo; as suigas sdo
definidas para Q3 + 1.5(Q3 — Q1) e @1 — 1.5(Q3 — @Q1); e valores além disso sdo representados
como outliers (simbolo ‘+’ ). Pequenas diferengas entre ()1 e ()3 e muitos outliers a direita
caracterizam distribui¢cdes cumulativas heterogéneas. Os indices sdo apresentados reescalados
no intervalo [0, 1].

0s casos, a distribuicdo de Z, ¢ a mais heterogénea dentre as distribuicdes cumulativas das
componentes principais, composta pelas medidas que ofereceram os indices mais heterogéneos
de caracterizacdo de representativos, que também sdao aqueles que obtiveram os melhores
desempenhos dentre os resultados apresentados acima. Portanto acreditamos que Z, possui
propriedade inerentes bastante promissoras, e serd utilizada como critério para a caracterizagao
de representativos. Para as simulagdes foram consideradas as mesmas configuragdes utilizadas

nas simulagdes com critérios simples.

Embora a Tabela 6.2 e as Figuras 6.6 ¢ 6.7 apresentem apenas os resultados com Z, em
adicdo aos resultados com critérios simples de caracterizacao de representativos, também foram
estudados os critérios baseados nas demais componentes principais (Z,-Z7), bem como critérios
com composigdes das trés primeiras componentes principais, tanto em por¢des iguais (Z;+Z, €
Z,1+7Z5+73), como em porgdes proporcionais as suas variancias. Contudo, apenas nds destacados

pelo critério Z, proporcionou ganhos de desempenho na propagacao de rotulos.

Estritamente correlacionado com os critérios simples que apresentaram bom desempenho,
em redes GN, Z, mostra-se capaz de extrair as caracteristicas mais discriminativas das medidas
de centralidade permitindo a detec¢ao de nos representativos nas redes. Como as distribui¢des
de eff, CC e Hcc, a distribuicdo cumulativa de Z, ¢ a mais heterogénea dentre as distribui¢des
de componentes principais. Em redes LFR com comunidades bem definidas, nem Z,, nem

nenhum dos demais critérios baseados em componentes principais, possibilita que métodos de
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propagacao de rotulos desempenhem melhor que um ensemble semeado por amostras aleatorias.
No entanto, a medida que ¢ aumentada a mistura entre as comunidades, Z, destaca-se superando
a abordagem com ensemble (vide Fig. 6.7). Essa ¢ uma evidéncia negativa no sentido de que
proposig¢oes unificadas baseadas em componentes principais sejam incapazes de caracterizar
propriamente representativos em comunidades como as das redes LFR, com poucos acessos de

entrada.

6.6 Consideracoes finais

Nesse capitulo, estudamos a dependéncia que métodos de rotulacdo semissupervisionados
possuem em relacao a amostra de dados disponivel rotulada. Foram propostos critérios baseados
em indices de centralidade para a sele¢dao de representativos. Em modelos de redes diversos,
critérios distintos se destacaram, e portanto buscamos por um critério unificado. O critério
agregado proposto baseia-se na técnica analise de componentes principais, dentre os quais se
destacou Z,, critério baseado na segunda componente principal.

Bons resultados foram obtidos para redes Girvan-Newman e redes LFR com algum nivel de
sobreposicao entre as comunidades. No entanto, os resultados em redes LFR com comunidades
nao foram tao bons quanto os obtidos por critérios simples. Precisamos considerar que a técnica
de anélise de componentes principais utiliza a covariancia entre as varidveis como entrada, de
modo que sdo bem caracterizadas distribui¢cdes de Poisson. No entanto, ndo sabemos muito
sobre a caracterizacao de variaveis com distribui¢cdes bastante heterogéneas, como distribui¢des
exponenciais ou distribuigdes que seguem a lei de poténcia, de modo que acreditamos ser
necessaria o estudo de kernels diversos nesse sentido.

Contudo, bons resultados podem ser obtidos com os critérios simples, desde que as redes
estudadas sejam consideradas suficientemente semelhantes aos modelos de estudados. Tao logo,
esses resultados sdo estendidos no Capitulo 7 sobre dados vetoriais considerando-se para isso

métodos de construgdo de redes para a abstragdo grafica.
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Figura 6.5: Caracterizagdo de nés em redes de acordo com medidas de centralidade simples
e agregadas (a esquerda) e correlacdo das primeiras com as segundas (a direita) para redes
Girvan-Newman (acima) e LFR (abaixo). A rede de Girvan-Newman possui 1024 nos, 4
comunidades, grau médio (k) = 16 e Zy,x = 2; a LFR, distribuigdo de grau heterogénea
(7 = 2), grau médio (k) = 16 e comunidades de tamanhos diversos, porém néo muito distintos.
Em cada boxplot, as extremidades do retdngulo informam os 25° e 75° percentis, (); € (J3; a
mediana é apresentada dentro do retdngulo; as suigas sdo definidas para Q3 + 1.5(Q3 — Q1)
e Q1 — 1.5(Q3 — Q1); e valores além disso sdo representados como outliers (simbolo ‘+’
). Pequenas diferengas entre ()1 ¢ ()3 e muitos outliers a direita caracterizam distribuigdes
cumulativas heterogéneas. Os indices sdo apresentados reescalados no intervalo [0, 1]. O mapa
de cores da matriz de correlagdo varia em [—1, 1]. Quanto maior a correlagdo, mais claro.
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Figura 6.6: Desempenho dos métodos GFHF (em (a)), LGC (em (b)) ¢ PCC (em (c)) sobre redes
GN. Sao apresentados ARI médio, desvio padrdo sobre a (e abaixo da) média e pior e melhor
desempenho (simbolo ‘+’) observados em 900 ensaios com sementes escolhidas ao acaso, e ARI
médio para critérios propostos de selecao de representativos.
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LFR. Sao apresentados ARI médio, desvio padrdo sobre a (e abaixo da) média e pior e melhor
desempenho (simbolo ‘+’) observados em 900 ensaios com sementes escolhidas ao acaso, e ARI
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Capitulo

Construcao de grafos adaptativos

Nesse capitulo estudamos a constru¢ao do grafo para o aprendizado semissupervisionado
baseado em redes. Como discute o Capitulo 5, bons métodos de construgdo de grafos podem ser
acoplados a quaisquer métodos de rotulagdo. Crucial para o aprendizado baseado em redes, essa
etapa equivale a reducao nao linear de dimensionalidade e ao aprendizado de suavidade (Roweis
& Saul, 2000; Belkin & Niyogi, 2003; Zhu, 2005; Belkin et al., 2006). No entanto, muitas
vezes essa etapa tem sido negligenciada. Mesmo hoje, ndo existe consenso com relagdo a quais
abordagem sdo mais vantajosas ou em qual cenario alguma se destaca (Rohban & Rabiee, 2012;
de Sousa et al., 2013; Jebara et al., 2009; Carreira-perpiiian & Zemel, 2004; Zhu, 2008). Métodos
do estado-da-arte, por exemplo, frequentemente apresentam algum inconveniente. Ou se apoiam
em suposigoes fortes, como regularidade ou esparsidade (Jebara et al., 2009; Carreira-perpifian &
Zemel, 2004), ou procuram modelar precisamente a distribuicdo dos dados ao custo da definicao

de diversos parametros (Cupertino et al., 2013).

Ao construir uma rede a partir de uma base de dados vetorial, buscamos por uma abstracao
capaz de sintetizar eficazmente as relacdes de afinidade entre suas instancias. Logo, nesse
capitulo propomos uma nova abordagem para a construcao de redes baseada nas arvores geradoras
minimas e no método eRadius. Esse método apresenta diversas vantagens, tais como adaptacao a
dados com distribui¢des de densidade variadas, baixa dependéncia da configuracao de pardmetros,
e custo computacional competitivo tanto em dados pool based como em dados incrementais.
Além disso, os grafos resultantes sdo esparsos porém conectados e permitem que métodos
de rotulacdo semissupervisionada tirem grande vantagens da rotulagdo de nos representativos
real¢ados pela sua estrutura. Grafos construidos sobre conjuntos de dados com grupos bem
definidos assemelham-se a redes do modelo Lancichinetti-Fortunato-Radicchi, estudadas no
Capitulo 6. Para além disso, o estudo relativo a proposi¢cdo de uma abordagem unificada de

seleg¢do de representativos ¢ estendido.
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7.1 Método proposto

O método de construcao de redes proposto ¢ formulado sobre a arvore geradora minima da
matriz de distancias entre pares de instdncias e o método eRadius. A arvore geradora minima
(AGM) funciona como o esqueleto da rede resultante. Sobre ela sdo estimados raios de cobertura,
¢;, para cada n6 da rede. A descricao detalhada do método, doravante chamado AdaRadius, ¢
apresentada a seguir.

Dado um conjunto de dados vetorial, X = {x;,...,x,}, X; C R¢,

1. Computamos a matriz de distancias entre todos os pares de vértices,

A=Ay = |x; — Xj||a (7.1)

onde || - || ¢ uma fun¢do de distancia tal como a norma l, (distdncia Euclidiana) ou a

distancia cosseno;

2. Seja G = (V, E) um grafo completo onde cada vértice, v; € V, representa um item de
dados x; € X e cujos pesos das arestas em E sdo dados por A, computamos a arvore
geradora minima de G, T = (V,E), onde E C E é um subconjunto aciclico de arestas

que conecta todos os nés em V/,
sujeitoa  min 5 Aij,
Ay
7 (i.9)

onde A é a matriz de pesos de E.

3. Dado 7', para cada n6 v; € V, nos calculamos um raio de cobertura, ¢;,

€; = amax Aij; (7.2)
J
4. Dado € = {€y, €9, ..., €,}, estabelecemos as demais arestas,
wij = wj; = max(pij, ji), (7.3)

onde

pm:{ (. (7.4

0 lf||fL‘Z—[L'J||>€ZOUZ:j

7.1.1 Custo computacional

O custo computacional base para métodos de construgdo de grafos ¢ O(n?), pois uma tabela

de distancias entre todos os pares de vértices precisa ser computada. Além disso, AdaRadius
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¢ limitado inferiormente pelo custo da descoberta da AGM, que para grafos densos (no caso,
completo) é O(n?), isto &, O(m+nlog n) considerando o algoritmo de Dijkstra-Prim-Jarnik com
heaps de Fibonacci, que, para m = O(n?), totaliza O(n?) (Fredman & Tarjan, 1987). Solugdes
com soft heaps, O(m a(m,n)) - onde « ¢ a fungdo de Ackermann que cresce de forma bem
lenta e para fins praticos pode ser considerada uma constante ndo maior que 4 - e solugdes de
custo 6timo - cuja complexidade computacional ¢ desconhecida - também sdo conhecidas, mas
sdo pouco utilizadas na pratica uma vez que suas implementagdes, embora dificeis, ndo oferecem
ganhos de desempenho muito significativos (Chazelle, 2000a,b; Karger et al., 1995). Solucdes
com computacao paralela que de custo linear também s3o conhecidas mas requerem computagao
distribuida escalavel (Chong et al., 2000; Pettie & Ramachandran, 2002a,b). O calculo de ¢;
através da Eq. 7.2, por sua vez, ¢ quase linear pois a AGM ¢ extremamente esparsa, y . k; = 2m,
m = n — 1, de modo que apenas umas poucas arestas sao avaliada para cada né. Finalmente, a
computagdo da Eq. 7.3 é O(n?) pois a tabela de distincia entre pares de instAncias precisa ser
reavaliada. Logo, definimos o custo computacional de AdaRadius O(n?).

A maioria dos métodos apresentados na Sec. 2.4.6 precisam ter seus parametros de densidade
(0, k, €, b, dgy, 7, etc) definidos arbitrariamente ou estimados por busca e otimizagao, requerendo
ou o envolvimento de especialistas no dominio dos dados e/ou a realizacao de diversos ensaios.
Além disso, ao lidar com novas instancias de dados, em geral esses métodos precisam ser
reexecutados. AdaRadius, por outro lado, estima a densidade dos dados diretamente através da
AGM da tabela de distancias. E a AGM ¢ conhecidamente ajustavel a inclusdo de novos nos em
O(n) e aremogdo de nds em tempo constante, mantido no ltimo caso, uma tabela de substitui¢do
que pode ser construida em O(n?) (Chin & Houck, 1978). Solugdes paralelas polilogaritmicas
também sao conhecidas (Johnson & Metaxas, 1992, 1996; Pawagi & Ramakrishnan, 1986;
Varman & Doshi, 1988). A estimacgdo de ¢; para cada né que teve pelo menos uma de suas
arestas atualizada pode ser realizada em tempo linear. A habilidade de AdaRadius para lidar com

fluxos continuos de dados sera estudada no futuro.

7.2 Benchmarks, métodos e analise numeérica

Simulagdes foram realizadas em trés dimensdes: 1) no sentido de afirmar a validade de
AdaRadius; 2) no sentido de caracterizar os ganhos com representativos; € 3) no sentido de
oferecer analises comparativas com outro métodos de aprendizado semissupervisionado (ASS).

Duas fontes de dados de referéncia foram consideradas: os modelos disponiveis na ferramenta
MATLAB PRTools (Duin et al., 2007); e dados utilizados no benchmark de (Chapelle et al.,
2006) (vide Segao 2.5).

Conjuntos de dados em forma de duas bananas sdo produzidos pelo MATLAB PRTools
configurando-se o tamanho dos conjuntos de dados, n, e a dispersao das distribui¢des geradas,
S. No corrente estudo, .S varia em [0.6 : 1.4]. 30 ensaios sdo realizados para cada configuragdo
sendo, assim, permitidas pequenas variagdes no tamanho das variedades geradas. Chapelle et al.

(2006), por outro lado, consideram 8 conjuntos de dados, 6 dos quais estudados aqui: g241c,
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g241d, Digitl, USPS, COIL e BCI.

Uma abordagem no sentido de avaliar a qualidade de um método de construgdo de redes ¢
considerar a medida de modularidade proposta por Newman & Girvan (2004) para confrontar
grafos resultantes com dados de referéncia, cujos rétulos sdo conhecidos a priori. Sendo bastante
claro, nesse caso y, y; = {1,...,C}, ndo é predito pelo método de aprendizagem, mas groung
truth conhecido antecipadamente. Como discutido na Secdo 4.3.4, essa medida se mostra
adequada para a validagdo interna e relativa de deteccdo de comunidades, isto ¢, para quantificar
quao boa ¢ uma particdo de uma rede ou até contrastar quantitativamente diversas particdes da
rede. Entretanto, considerando redes diversas, esta pode ndo ser muito apropriada, tendo em
vista o viés da medida. E o caso da avaliacdo de métodos de construcio de rede.

Tomemos novamente a equagao da modularidade,

1 kik;
Q= %Z (Aij - 2mj) (Y, Y (7.5)

)

onde 0(y;,y;) € 1 se y; = y; ¢ 0 caso contrario e 2m = ) . k;. O primeiro termo da equagdo a

direita,

S A5,

— 2m
ij
computa a fracao de arestas entre vértices com o mesmo rotulo. O segundo termo,

kik

por sua vez, computa o valor da mesma quantidade, porém levando em consideracdo que a rede
tenha emergido aleatoriamente, sendo considerado portanto a chance de cada aresta acontecer ao
acaso, sabido apenas que os nos terdo grau k; € k;, respectivamente, para todo ¢, j (Clauset et al.,
2004; Newman, 2006b; Good et al., 2010). Logo, a estrutura topoldgica da rede ndo ¢ avaliada,
nem mesmo ligacdes preferenciais. Como sdo pontuadas as arestas € ndo os nds, nés com
alto grau sao superestimados em detrimento de ndés com baixo grau. Consideremos o seguinte
exemplo. Sejam ¢ e j dois vértices conectados e com mesmo rotulo,A;; = 1, §(y;, y;) = 1, porém
com graus distintos k; = 100 e k; = 1,1 — % ¢ apenas uma das 100 possiveis contribui¢des de
¢ no somatodrio, porém toda a contribuicdo de j no somatorio. Portanto a avaliacdo da medida
de modularidade, em redes cuja dispersdo de grau ¢ ampla, ¢ tendenciosa. Além disso, o indice
de modularidade obtido ¢ determinado pelo nimero de mddulos da rede. De simples analise,
consideremos uma rede com C' componentes totalmente conectados e nenhuma ligacdo entre
eles. Nesse caso, Q = 1 — 1/C. Portanto, quanto maior C, Q) — 1.

Esse viés ndo ¢ adequado a presente avaliagdo porque: 1) redes resultantes podem ndo possuir
distribuicao de grau uniforme; e, 2) redes bastante granuladas, cujos mdodulos, embora pequenos,
sejam bem definidos, sdo superestimadas em detrimento de redes conectadas. Tao logo, a
modularidade serd utilizada apenas no estudo da validade do método proposto garantindo-se para

os demais métodos analisados que a rede resultante possua ndo mais que C' componentes e que
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0 maior componente possua pelo menos n/C nos, onde C' ¢ o nimero de modulos, conhecido
apriori para bases de referéncia. No Capitulo 8 discutimos a proposicdo de uma medida de
validacao de métodos de construgao de rede para o ASS, baseada em um outro framework.

Os resultados de ASS sobre as redes estudadas sdo produzidos pelos métodos de rotulagdo
semissupervisionados campos Gaussianos e fungdes harmonicas (GFHF) e consisténcia local e
global (LGC). a = 0.95 ¢ definido para o LGC de acordo com nossa experiéncia com o método.

Ambos os métodos, GFHF e LGC, podem ser definidos em termos de um framework de
regularizagdo. O rotulo de x;, f(x;), pode ser estimado para o método GFHF ao se minimizar a

seguinte func¢do de custo,

Q= 3 S+ 3wy — fla) (7.6)

tw;€Xp3jiwjeXy =1

e para LGC,

" 2
Q= Y ) wy (ff;) - Lﬁ’) , .7)
i €Xpjw € Xy ij=1 g J
onde = /(1 — ), 0 < o < 1. Para valores grandes de «, a regularizagdo de LGC tem peso
muito grande sobre (), de modo que favorece a corregdo das instancias rotuladas a priori, o que
¢ bastante interessante quando os dados foram rotulados de forma pouco confidvel. No entanto,
€ necessario que as variedades de fato conformem-se com as classes, caso contrario os resultados
podem ser piorados ao invés de melhorados - GFHF certamente funcionard melhor que LGC
nesse caso. Além disso, a capacidade de corre¢ao do método LGC ¢ realgada por redes NN,

que sdo também propensas a regularizagao.

Para os conjuntos de dados de Chapelle et al. (2006), o parametro £ do método ANN foi
definido de acordo com a otimiza¢do da modularidade nos estudos da Sec. 7.3. Por simplicidade,
os grafos resultantes, em todos os casos, sao sempre binarios.

Além do erro de teste utilizado no benchmark de Chapelle et al. (2006), também utilizamos
o indice de Rand ajustado como critério de validacao externa sobre dados em forma de bananas.
Ambos, o erro de teste e o ARI sdo apresentados na Secao 2.5.

Como apresentado no Capitulo 6, utilizamos a caracterizacao de nds representativos para a
selecao de sementes para o ASS. Nesse sentido, algumas medidas de centralidade foram utilizadas
como critério de caracterizacdo: grau (deg), status de Katz (Katz), ranque de Page (PgRC),
proximidade de uma caminhada aleatéria (RWC), proximidade harmoénica (C,), coeficiente
de agrupamento (CC), intermedialidade (btw), variagdo hierarquica de grau (Hge,), variagdo
hierarquica de CC (Hc¢c), e variacao hierarquica da intermedialidade (Hyy) (vide Secao 4.2).
deg, Katz, PgRC, RWC e Hg, sdo ditas medidas relacionadas ao grau; btw e Hy,,, medidas
relacionadas ao fluxo; e CC e Hcc, medidas relacionadas ao agrupamento. Em relagdo aos
demais critério de caracterizacao de representativos, ndos denominamos ainda deg, Katz, PgRC,
RWC, C;, CC e btw, critérios de primeira ordem; € Hgyeo, Hoe € Hyy, critérios de segunda

orderm.
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Sobre a suposi¢do de que a informatividade de uma medida de caracterizagdo de repre-
sentativos esta associada a sua variancia, combinamos medidas de caracterizacao através da
técnica de andlise de componentes principais. No Capitulo 6 essa técnica ¢ aplicada sobre a
matriz de covariancia das medi¢des reescaladas. Em modelos de redes bem comportados, a
segunda principal componente, denominada Z,, se destacou. Reescaladas as medi¢des em [0, 1],
distribuicdes dispersas em forma de sinos sdo alargadas em detrimento de distribui¢des heterogé-
neas, compondo a primeira componente principal, Z,. Z,, por sua vez, ¢ uma composi¢ao de
distribui¢des de cauda longa, no caso, aquelas de interesse.

Ao considerarmos a matriz de correlagao ao invés da matriz de covariancia das medigdes
reescaladas, distribuicdes em forma de sino nao sao mais superestimadas. Portanto Z; deve ser
capaz de agregar bem as medidas, como um critério de terceira ordem.

Resultados de ASS sdo apresentados primeiramente para sementes selecionadas aleatoria-
mente. 30 amostragens aleatdrias sdo realizados nesse caso, de modo que o ARI médio e desvio
padrao reportados dizem respeito ao resultado de 900 ensaios. Para a bases de dados de Chapelle
et al. (2006), erro médio de teste e desvio padrao dizem respeito a 90 amostragens aleatorias. Em
seguida resultados sdo apresentados considerando a selecdo de representativos. Deterministico,
o erro de teste reportado para os conjuntos de dados de Chapelle et al. (2006) é obtido em um
unico ensaio. Por fim, os melhores resultados com representativos sao contrastados com os
resultados de referéncia compilados nas Tabelas 21.9 e 21.11 em (Chapelle et al., 2006). Uma
breve descricdo dos métodos de ASS utilizados no benchmark ¢ apresentada na Tabela 2.2.

Descrigdes detalhadas podem ser encontradas nas referéncias citadas e em (Chapelle et al., 2006).

7.3 Validade do método proposto

Em geral, métodos de construgao de grafos para o ASS apoiam-se fortemente nas suposicoes
de variedade, agrupamento, e suavidades de modo que conjuntos de dados com grupos realmente
bem definidos que se conformam com as distribui¢des de classes tipicamente resultam em
redes com comunidades bem definidas. Entretanto, a medida que as distribui¢des de classes se
sobrepdem suas deficiéncias entram em cena.

Consideremos conjuntos de dados com forma de bananas, n = 256 ¢ S' = 0.6. Os grafos SNN
e 0.1-Radius resultantes possuem dois componentes conexos correspondentes a distribui¢des de
classes, como mostram as Figuras. 7.1 (a) e (b), respectivamente. Ao incrementarmos S, S = 1.4,
as suposi¢oes de variedade, suavidade e agrupamento deixam de ser completamente satisfeitas e,
por isso, redes resultantes dos métodos ANN ou eRadius nao sdo mais perfeitamente modulares
(veja a Figura. 7.1 (¢) e (d)). Ajustando k e € no sentido de se maximizar a modularidade,
o melhor escore obtido por grafos ndo muito fragmentados ¢ () = 0.4197 e Q = 0.4018,
respectivamente, para k = 5 e mais ou menos € = (0.065 (veja a Figura 7.2 (a) e (b)). Isto
acontece porque os parametros de densidade (k e €) sdo definidos unicamente para todos os
itens de dados do conjunto, assumindo que as distribuicdes dos dados sdo uniformes e bem

comportadas. Melhores escores sao obtidos somente ao se validar a construgao de redes bastante
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fragmentadas para as quais a medida de modularidade ¢ degenerada.

() S=14,k=5 (d) S =1.4,¢=0.065

Figura 7.1: Grafos construidos pelos métodos ANN ((a) e (c)) e eRadius ((b) e (d)) sobre
conjuntos de dados em forma de bananas com n = 256 ¢ S = {0.6,1.4}. k e € sdo ajustados no
sentido de maximizar o indice de modularidade do grafo resultante, sem fragmenté-lo muito.

Por outro lado, o método proposto ¢é capaz de construir redes com melhores indices mesmo
sem ajustar o parametro «, isto €, para « = 1. Como mostram as Figuras 7.3 e 7.4, as redes
resultantes sdo tao esparsas quanto aquelas construidas pelos métodos kNN e eRadius. Novas
arestas sdo estabelecidas em adi¢do a AGM quando aresta relativamente longas ocorrem na
AGM, de modo que a pertinéncia dos nds extremidades a seus grupos mais proximos ¢ reforgada.
Assim, AdaRadius mostra-se robusto a ocorréncia de outliers pontuais e, embora modulos bem
separados sejam conectados, as bordas dos grupos sao bem definidas. Hubs, por sua vez, podem
resultar de localizagdes privilegiadas na AGM, conectando diversas vias (veja exemplos de
motifs na Figura. 7.4). Melhores indices de modularidade podem ser obtidos ajustando-se o
parametro «, no entanto pode ndo ser conveniente, como no exemplo destacado na Figura 7.2 (¢)
com « < 1, resultando em redes fragmentadas.

Além disso, a Tabela 7.1 contrasta resultados obtidos pelo método proposto com resultados

de alguns métodos classicos sobre conjuntos de dados de Chapelle et al. (2006). Os parametros
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Figura 7.2: Indice de modularidade de grafos kNN (a), eRadius (b) e AdaRadius (c) sobre
conjuntos de dados em forma de bananas com n = 256 ¢ S = 1.4 variando-se os parametros de
densidade. Para o ensaio cuja curva ¢ apresentada em preto, o grafo resultante ¢ desconexo para
configuragdes de parametros menores que o valor do limiar discriminado no eixo vertical.

de densidade sdo ajustados a fim de otimizar a modularidade, garantindo, no entanto, que os
grafos resultantes ndo sejam muito fragmentados, i.e., que tenha ndo mais componentes de que o
numero de classes do problema e que o maior componente seja composto de pelo menos n/C
nos. « € avaliado no intervalo [0.5 : 0.01 : 2], € no intervalo entre a menor e a maior distancia
entre pares de nos, porém discretizado em 100 valores, e k no intervalo [1 : 400]. Resultados
para a = 1 também sdo reportados. As configuracdes dtimas dos pardmetros sdo reportadas na
Tabela 7.2. Tomando como base o indice de modularidade, redes AdaRadius sempre superam
correspondentes produzidas por eRadius. Para os conjuntos de dados Digitl, USPS, COIL e BCI,
AdaRadius também apresenta resultados competitivos com os demais métodos. Em adicao, a

medida m/n ¢é reportada como um indice de densidade na Tabela 7.3.

Maiores ganhos em termos da modularidade podem ser obtidos ajustando-se o parametro
«. Notavelmente, no entanto, o o 6timo ndo se desvia muito de @ = 1 em todos conjuntos de
dados. Variagdes de AdaRadius também podem ser estudadas, por exemplo, ajustando « para
cada regiao modular dos dados. Contudo, nds acreditamos que a AGM ¢ capaz de prover boas

estimativas de ¢; para todos os nos.

Por fim, nés contrastamos o método proposto com o método 5NN em termos de ASS sobre

conjuntos de dados em forma de bananas com n = 512 ¢ S = {0.6, 1, 1.4}. Divisdes aleatorias
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Figura 7.3: Resultado do método AdaRadius sobre conjuntos de dados em forma de bananas
comn = 256 ¢ S = 1.4. Os motifs destacados sdo ampliados e descritos na Figura 7.4.

Tabela 7.1: Modularidade 6tima obtida por AdaRadius e métodos classicos sobre os conjuntos
de dados de Chapelle et al. (2006).

@24lc g241d Digitl USPS COIL  BCI

Opt ENN 0.1158 0.1439 0.4766 0.2639 0.6886 0.0493
Opt mukNN 0.0685 0.1122 0.4752 0.2446 0.649 0.0277
Opt eRadius 0.0476 0.0654 0.4456 0.0339 0.1437 0.0024
Opt AdaRadius  0.0611 0.0725 0.4748 0.1713 0.7648 0.0317
AdaRadius 0.0611 0.0725 0.4730 0.1713 0.7648 0.0279

do conjunto de dados entre dados rotulados e ndo rotulados sao consideradas para 1%, 2%, 5%
e 10% dos dados rotulados. A Tabela 7.4 mostra o ARI obtido pelos métodos GFHF e LGC
sobre as respectivas redes. Os resultados mostram que quando os grupos se conformam com as
classes (S = 0.6), 5NN funciona melhor que AdaRadius, mas, para S = {1,1.4} AdaRadius
sobrepde-se a 5NN. A Unica excegdo se configura para amostras grandes de dados rotulados
(10%) sobre conjuntos de dados com moédulos bastante sobrepostos (S = 1.4), onde o 5NN
funciona um pouco melhor que AdaRadius.

Certamente alguém poderd argumentar que isto acontece porque k nao ¢ ajustado para
cada conjunto de dados de acordo com a sobreposicao entre os modulos. De fato este ¢ o
principal desafio enfrentado pela maioria dos métodos de construcao de rede amplamente usados,
dependéncia da configuracdo de parametros. AdaRadius supera esse desafio estimando ¢; para
cada nd, através da AGM da matriz de distancias. No entanto, mais discussdes sobre conjuntos

de dados de Chapelle et al. (2006) para os quais valores 6timos de k£ sdo conhecidos (Tabela 7.2)
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Figura 7.4: Motifs construidos por AdaRadius: (a) n6 outlier, (b) nés de borda, e (¢) n6 hub
destacados na Figura 7.3. Conectado a j (um outlier), as conexdes de ¢ a variedade mais proxima
sdo reforgadas em (a). Situados nas bordas de seus grupos, as conexdes de ¢ € j aos seus grupos
sdo refor¢adas em (b); J4 um Aub na AGM, devido a sua localizagdo privilegiada, as conexdes de
¢ sdo incrementadas em (c). O valor de ¢; € ilustrado através das esferas de cobertura, em cinza.

Tabela 7.2: Configuragdes de parametros para solugdes 6timas em termos da modularidade.

g241c g241d Digitl USPS COIL  BCI

Opt kNN 3 2 3 3 9 3
Opt mukNN 322 113 9 36 63 19
Opt eRadius 21.06  20.52 1.8 69 62424 12.04
Opt AdaRadius 1 1 1.05 1 1 1.08

sdo apresentados a seguir.

A Tabela 7.5 reporta o erro de teste obtido peldés métodos GFHF e LGC sobre redes construi-
das por kNN e AdaRadius sobre os conjuntos de dados de Chapelle et al. (2006). Em resumo,
para conjuntos de dados cujas classes sao facilmente separaveis, kNN supera AdaRadius. No
entanto, em problemas mais dificeis AdaRadius funciona tdo bem quanto ANN ou melhor. Com
10 itens de dados rotulados, AdaRadius supera kNN nos conjuntos de dados BCI e COIL tanto
acoplado ao GFHF como ao LGC e no conjunto USPS acoplado com o LGC apenas. Sobre os
conjuntos de dados g241c e g241d, AdaRadius funciona tdo bem quanto o KNN. Na verdade,
ambos AdaRadius e kNN funcionam ndo muito bem sobre g241d nessa configuragdo. Com 100

itens de dados rotulados, AdaRadius supera kNN apenas sobre o conjunto COIL e funciona tdo

Tabela 7.3: Escore de densidade (m/n) para solugdes 6timas em termos da modularidade.

g241c g241d Digitl USPS COIL BCI

Opt kNN 2.75 1.83 1.98 2.29 559 218
Opt mukNN 91.12 2629 3.40 10.60 2196 6.08
Opt eRadius 142.14 72,67 836  177.71 95.58 65.71
Opt AdaRadius  13.87 11.15  2.12 4.23 2.21 4.56
AdaRadius 13.87 11.15 1.36 4.23 2.21 2.50
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Tabela 7.5: Erro de teste obtido por métodos de rotulagdo semissupervisionados sobre redes 5NN e AdaRadius construidas sobre os conjuntos de dados de
Chapelle et al. (2006)

10 nos rotulados 100 nos rotulados
g241c g241d Digitl USPS COIL BCI g241c  g241d Digitl USPS COIL BCI

kNN
+ GFHF 49.9 49.76 18.33 1832 6746 50.12 4594 44381 2.68 6.72 21.28  46.46
+0.50 +0.58 +13.03 +2.60 +£5.72 +1.88 +2.62 +227 +£0.53 +2.13 +£2.63 +£2.55
+LGC 48.95 49.04 12.02 16.92 6585 5042 4529 4415 3.25 6.38 21.93  48.08
+148 +1.67 +527 +538 +4.64 =£1.72 +2.92 +2.14 +£0.78 £1.96 +2.69 +£2.80
AdaRadius
+ GFHF 50.01 50.01 20.23 19.26 6498 50.09 48.72 48.13 4.71 11.12  17.76  48.15
+0.23 +0.20 +£11.89 =+£1.62 +£620 £1.44 +2.32 4229 +£1.21 4370 +3.54 +£2.70
+LGC 49.52 4944 16.64 15.68 62 50.14 47.87 47.44 4.87 9.04 15.67 48.75
+144 +1.07 +693 +£5.19 +£540 =£1.53 +3.37 +3.01 +£1.26 =£3.03 +3.40 +£2.77
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bem quando NN sobre o conjunto BCI. Os beneficios de AdaRadius tornam-se mais relevantes
quando dados representativos semeiam a rotulagao semissupervisionada, o que ¢ estudado na

secdo a seguir.

7.4 Resultados e discussdes sobre representativos

Primeiramente, precisamos esclarecer que representativos podem ser selecionados ao acaso.
Dentre 30 amostragens aleatorias para cada conjunto de dados em forma de bananas (30 conjunto
de dados de cada configuragdo sao estudados) e dentre 90 amostragens aleatorias sobre conjuntos
de dados de Chapelle et al. (2006), algumas amostras certamente sdo compostas por bons
representativos. O desvio padrdo do desempenho de ASS sobre divisdes aleatorias dos dados
oferecem indicios nesse sentido. Para um montante especifico de dados rotulados, grandes
desvios evidenciam que, embora pouco provaveis, representativos sao amostrados ao acaso.
Pequenos desvios, por outro lado, evidenciam que ou representativos sdo dificeis de serem
selecionados ao acaso ou que a maioria das amostras aleatorias sao representativas. O primeiro
caso ¢ recorrente para amostras pequenas e o segundo para amostras suficientemente grandes,
por exemplo. Desse modo, determinamos o ARI (erro de teste) médio adicionado (subtraido)
pelo desvio padrdo como limiar para a enfase (em negrito) de resultados ditos significativos.
Resultados proximos mas nao superiores (inferiores) a este limiar também serao discutidos,

especialmente para grandes desvios padroes de referéncia.

7.4.1 Resultados sobre conjuntos de dados em forma de bananas

As Tabelas 7.6 e 7.7 mostram o ARI de métodos de rotulagdo semissupervisionados semeados
por representativos em redes kNN. PgRC, Hgeg € Hyyw S€ destacam como critérios de destacamento
de representativos quando suficientes dados rotulados sdo considerados (pelo menos 5% dos
itens de dados). PgRC também se destaca significantemente sobre dados bastante sobrepostos
(S = 1.4). Hcc, por outro lado, se destaca quando poucos dados rotulados estdo disponiveis,
mas ndo sobre dados muito sobrepostos (S = 1.4). Z; se destaca apenas para 5% ou mais
dados rotulados, mas sempre supera os demais critérios de terceira ordem. Z; € principalmente
composto de medi¢des de deg, Katz, PgRC e Hye, (veja a Figura 7.5). Em geral, resultados
obtidos com o LGC sdo mais estritos que os resultados obtidos como GFHF sobre dados com
alta sobreposi¢do (S = 1, 1.4) pois a suposic¢ao de grupos, sobre a qual a corre¢ao do LGC se
sustenta, ndo ¢ satisfeita.

As Tabelas 7.8 € 7.9 mostram o ARI de ASS semeado por representativos para AdaRadius.
Além de PgRC, Hgyey € Hyw, RWC € Hee também se destacam na maioria das configuragdes
avaliadas. PgRC somente ndo se destaca significativamente quando muitos itens de dados
estdo disponiveis rotulados (5% e 10%) sobre dados bastante sobrepostos. Nesse caso amostras
aleatérias funcionam tdo bem quanto. Além disso, btw se destaca quando as variedades sao
bem definidas (S = 0.6) e apenas poucos itens de dados rotulados estdo disponiveis. Nos com

alto btw tipicamente estdo situados na borda dos modulos ligando-os a outros modulos. Exceto
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Tabela 7.6: ARI obtido por GFHF semeado por representativos sobre redes 5NN construidas sobre dados em forma de bananas.

amostra rand

deg top
Katz top
PgRC top
RWC top
Cy, top
CCtop
btw top
Hgeg top
Hcc top
Evzz top

Z; top
Z, top
Nw HOG
Z4 top
Zs top
Zg top
Z7 top
Zg top
Zg top
Z10 top

5=0.6 S=1 S=1.4

1% 2% 5% 10% 1% 2% 5% 10% 1% 2% 5% 10%
69.02 86.72 96.77 98.96 33.09 56.83 7898 85.16 23.08 4094 60.16 67.86
+4.14 +£270 =£1.27 =+0.44 +439 +3.58 £2.07 =+1.85 +343 +3.10 =£2.18 =+1.14
56.26 78774 9438  98.67 22.04 40.50 73.55 76.32 17.27 2830 5741 6548
56.34 76.60 93.53 98.72 23.07 4499 7087 7937 2221 31.57 5485 63.69
68.69 87.72 98.73 99.39 33.60 5559 7698 83.65 2694 4791 66.07 69.24
4513 6572 7548 9047 15.73 1437 2535 48.88 5.79 6.25 16.39  29.69
5226 68.84 9428  96.50 13.37 1734 1446 27.78 7.83 8.27 8.77  27.60
4283 64.84 9275 98.55 19.04 3493 70.79 82.56 9.62 2382 4623 61.84
55.69 6596 81.23 94.77 2241 2575 6132 8257 8.77 14.02 3697 65.09
71.61 85.11 98.65 99.39 3155 5560 79.08 83.56 27.25 4386 64.88 68.72
71.01 87.76  97.27 98.89 42.64 6235 77.08 84.08 13.97 3850 61.05 68.39
67.83 86.54 98.28 99.28 3129  62.60 80.82 83.64 25.72 3958 63.62 67.85
6439 8885 98.43 99.39 35.06 60.84 82.12 85.24 1930  38.60 67.13 71.09
66.02 7359 94.14 98.10 1591 2032 56.87 8191 14.19 1448 3829 58.92
42.64 67.52 86.54 93.60 8.94 13.18 2479  48.59 7.76 6.57 13.33  29.71
46.76 7527 88.18 97.46 2142  34.13 70.84 82.86 9.53 1593 5496 68.21
49.14 7833 92 95.27 31.02 56.78 69.45 78.74 1444 30.17 45.09 57.58
62.58 7927 9497 97.61 1933 4372 6586 77.23 2298 2892 5372 63.04
56.24 63.01 82.37 90.03 30.78 36.11 60.23 7234 2211 27.02 4447 57.83
5693 66.16 80.94 85.99 1391 2382 51.78 70.87 10.50 25.80 46.80 57.38
4749 62.14 9435 96.09 2721 3356  60.96  73.28 16.15 30.88 49.59 60.83
36.85 50.71 8191 88.44 2243 29.84 5228 67.20 10.04 1797 31.15 48.72
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Tabela 7.8: ARI obtido por GFHF semeado por representativos sobre redes AdaRadius construidas sobre dados em forma de bananas.

amostra rand

deg top
Katz top
PgRC top
RWC top
Cy, top
CCtop
btw top
Hgeg top
Hcc top
Evzz top

Z; top
Z, top
Nw HOG
Z4 top
Zs top
Zg top
Z7 top
Zg top
Zg top
Z10 top

5=0.6 S=1 S=1.4

1% 2% 5% 10% 1% 2% 5% 10% 1% 2% 5% 10%
60.01 82.17 94.77 97.79 58.60 73.86 84.20 86.90 36.78 49.42  62.59 66.20
+6.02 +£3.82 £143 =+0.56 +559 +£391 =£1.81 =+0.69 +3.94 +£3.62 £2.13 +0.94
66.98 79.16 93.12  95.65 59.16  70.94 81 83.42 3825 51.61 59.97 61.28
65.52 67.58 88.89 95.14 5531 6328 7520 82.43 3829 4546 55.05 61.26
71.82 87.27 96.68 98.91 67.87 7625 8384 87.92 4593 5419 6293 66.24
51.88 84.62 94.61 98.52 50.16 78.85 83.59 88.06 2791 46.53  62.83 67
63.20 77.65 91.33  99.01 39.14  50.85 69 76.93 19.62 25.08 41.30 4585

0 0 0 74.96 0 0 0 69.79 0 0 0 37.05
89.41 96.26 99.58 99.61 62.93 7466 76.89 83.70 2543 2922 4536 54.53
66.47 8633 96.72 98.89 62.79 7636 8430 88.42 4272 5259 6284 66.34
63.25 83.48 95.15 97.48 57.84 7098 8434 87.58 38.52  50.56 6097 66.50
73.08 8491 96.04 98.63 67.32 7242 85.12 87.61 44.25 54.60 63.13 64.56
72.39  86.26 98.19  99.05 69.85 74.11 8523 87.98 49.38 55.51 61 65.69
7635 8640 97.49 98.11 5833 7137 81.26 87.23 36.47 4197 6434 63.87
79.09 87.80 9953 99.54 69.97 7352 81.79 86.10 35.67 36.85 4441 57.19
40.54 66.24  90.20 94 50.73 6274 82.16 86.31 2747 4124 5455 6343
5891 90.57 98.56 99.38 4785 7041 8336 87.11 29.51 46.55 5998  66.18
6447 7413 89.11 92.47 5893 69.82 78.53 85.16 33.59 4656 5446  62.66
62.84 79.12 90.53 93.54 49.69 6520 80.92 86.06 29.27 4438 58.60 65.15
49.64 74.60 9337 96.97 43.79 61.64 7937 86.57 30.10 3639 5743 63.29
53.06 67.16 9575 96.23 54.72 6435 82.13  88.05 3476 5291 5697 65.24
5640 7398 91.62 95.06 49.66 65.03 7895 80.84 31.39 4568 57.59 61.88
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Figura 7.5: Distribui¢des de medidas de centralidade ((a) e (c)) e coeficientes de componentes
principais sobre composi¢oes de medicdes de centralidade ((b) e (d)) para redes 5NN construidas
sobre dados em forma de bananas com n = 512 ¢ S = 0.6 (em cima) ou S = 1.4 (em baixo).
As suigas dos boxplots sdo definidas para Q3 + 1.5(Q3 — Q1) e Q1 — 1.5(Q3 — @1). Valores
além disso sdo representados como outliers (simbolo ‘+’ ). Padronizados, pequenas diferencas
entre ()1 e Q3 e muitos outliers a direita caracterizam distribui¢des cumulativas heterogéneas.
O mapa de cores da matriz de coeficientes varia em [—1, 1]. Quanto maior o coeficiente, mais
claro; vermelho (cinza escuro) significa‘zero’; e preto -1. Notavelmente, a composi¢ao dos 4
primeiros componentes para S = 0.6 ¢ S = 1.4 sdo muito similares.

com 5% e 10% dos dados rotulados para S = 1.4, quando amostras aleatoria apresentam bom
desempenho, em geral, o critério Z; se destaca significantemente. Além da possibilidade de
se compor um critério unificado de seleg@o de representativos, a principal vantagem oferecida
pelo critério Z; ¢ destacada por esses resultados. Z; funciona bem mesmo quando nenhum
dos critérios de primeira e segunda ordem funciona bem. A medidas que compdem Z; (deg,
Katz, PgRC, Hye, € Hpw) possuem distribuigdes bastante heterogéneas (veja a Figura 7.6). Para
S = 0.6 outros critérios de terceira ordem também se destacam. Z, é essencialmente uma
composi¢do de CC e Hee, Z3 de btw e Cy, ¢ Z5 de RWC e Cy,.

Sobre dados em forma de bananas, os resultados obtidos por AdaRadius sdo mais signifi-
cativos de que os resultados de 5NN. Representativos sdo bem caracterizados por critérios de
primeira e segunda ordem com distribui¢des heterogéneas bem como por suas composigdes
utilizando analise de componentes principais. PgRC e Z; parecem prover um critério confiavel

para a selecdo de representativos nesse dominio.
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Figura 7.6: Distribuigdes de medidas de centralidade ((a) e (c)) e coeficientes de componentes
principais sobre composicoes de medi¢des de centralidade ((b) e (d)) para redes AdaRadius
construidas sobre dados em forma de bananas com n = 512 ¢ S = 0.6 (em cima) ou S = 1.4
(em baixo). As suicas dos boxplots sdo definidas para Q3 + 1.5(Q3 — Q1) e @1 — 1.5(Q3 — Q1).
Valores além disso sdo representados como outliers (simbolo ‘+’ ). Padronizados, pequenas
diferencas entre () e ()3 e muitos outliers a direita caracterizam distribui¢des cumulativas
heterogéneas. O mapa de cores da matriz de coeficientes varia em [—1, 1]. Quanto maior o
coeficiente, mais claro; vermelho (cinza escuro) significa‘zero’; e preto -1. Notavelmente, a
composicao dos trés primeiros componentes e de Z; para S = 0.6 e S = 1.4 sdo muito similares.

Novamente, alguém pode argumentar que a performance ruim do NN se deve a ma escolha
de k. Tao logo, reiteramos uma das principais vantagens oferecidas por AdaRadius - baixa
dependéncia a definicao dos parametros de densidade. Contudo, realizamos mais discussdes
empregando AdaRadius e £NN sobre os conjuntos de dados de Chapelle et al. (2006), para os
quais o valor 6timo de k ¢ conhecido (veja a Tabela 7.1).

7.4.2 Resultados sobre conjuntos de dados de Chapelle et al. (2006)

As Tabelas 7.10-7.13 mostram o erro de teste de métodos de propagacao de rotulo sobre
redes kNN e AdaRadius construidas sobre os conjuntos de dados de Chapelle et al. (2006). Em
geral, LGC funciona melhor que GFHF sobre amostras aleatorias e, presumivelmente, a correcao
de LGC ¢ mais efetiva quando poucos dados estdo disponiveis rotulados. Os resultados com

selecdo de representativos sdo muito mais estritos para LGC e especialmente sobre 10 itens de
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dados rotulados. Por isso, os resultados dos critérios mais bem sucedidos é contrastado com os

resultados com amostragem aleatoria com menos rigor para LGC de que para GFHF.

Considerando os resultados apresentados na Sec. 7.3 e nossa expertise nesse dominio, nos
discriminamos os conjuntos de dados de Chapelle et al. (2006) em 3 grupos de acordo com o
tipo de desafio esperado: g241c e g241d sdo problemas de classificagdo desafiadores sob o viés
errado; Digitl e USPS sdo problemas de classificagdo faceis, onde os ganho esperado ¢ restrito se
suficientes itens de dados rotulados estao disponiveis; e COIL e BCI sdo problemas desafiadores
por natureza. COIL é um problema de classificagdo multiclasse com alguma sobreposigao,
enquanto que as variaveis de BCI sdo pouco informativas - coeficientes de regressdes polinomiais
de terceira ordem de series temporais de EEG. Os conjuntos de dados g241c e g241d, por sua vez,
sdo projecoes em alta dimensdo de dados de baixa dimensao com distribuicdo Gaussiana: g241c
com sobreposicao parcial entre as classes, satisfazendo propriamente a suposi¢ao de grupos;
e g241d com duas variedades ambas compostas por itens de dados de ambas as classes, nao
satisfazendo a suposi¢do de grupos. Logo, quando apenas grafos binarios sdo considerados
certamente incorremos na maldicao da dimensionalidade. Os itens de dados estdo espalhados
de forma tao esparsa no espaco hiperdimensional que a distancia entre pares de dados € quase
a mesma, sendo pequenas variagdes nos parametros de densidade grandemente sentidas. A
distancia normal 15 entre pares de dados em g241c varia em [16.93, 26.98]. Grafos resultantes de
eRadius sdo bastante fragmentados (62 componentes) para ¢; = 20; conectados para ¢; = 20.9;
ou muito densos (53% de todas as possiveis conexdes sdo estabelecidas) para €; = 22. Assim,
exceto pela reducdao de dimensionalidade ou apropriada ponderagao das arestas métodos de ASS

baseados em redes enfrentardo grandes desafios.

De um modo geral, os critérios que se destacaram com 100 instancias rotuladas nao se
destacaram necessariamente com 10. Com 10 instancias rotuladas, o desempenho de ASS
semeado pelos critérios estudados sobre ambos AdaRadius e ANN foram pouco regulares.
Critérios diversos se destacaram sobre conjuntos de dados diversos. Exceto sobre g241c e g241d,
critérios diferentes se destacam sobre redes kNN e AdaRadius. Sobre o conjunto de dados Digitl
os critérios RWC, Katz, e deg se destacaram em redes kNN, enquanto que os critérios RWC,
btw, Katz, PgRC e CC se destacaram em redes AdaRadius. Sobre o conjunto de dados USPS,
apenas Hyy € apenas considerando GFHF se destacou sobre redes KNN. Sobre redes AdaRadius,
os critérios deg € Z; se destacaram considerando ambos GFHF e LGC, enquanto que Hyy, Haeg,
PgRC e RWC se destacaram apenas ao considerarmos LGC. Sobre o conjunto COIL, apenas
Hy, se destaca sobre redes £NN, contudo nao significativamente. RWC e CC se destacaram
significativamente sobre redes AdaRadius. Sobre o conjunto BCI, os todos critérios relacionados
ao grau e adicionalmente btw e Z; se destacaram sobre redes £NN, enquanto que apenas o
critério Hec se destacou sobre redes AdaRadius. Por fim, a maioria dos critérios se destacaram
significativamente sobre g241c e g241d considerando-se GFHF, mas ndo considerando-se LGC.
Logo, concluimos que 10 instancias rotuladas em 1500 sdo poucos exemplos para se prover
critérios suficientemente gerais para a selecao de representativos. Os critérios estudados nao

podem nem mesmo garantir que exemplos de todas as classes sao amostrados.
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Tabela 7.11: Erro de teste obtido por LGC semeado por representativos sobre redes 5NN construidas sobre conjuntos de dados de Chapelle et al. (2006)

10 nos rotulados 100 nés rotulados
g241c g241d Digitl USPS COIL BCI g241c g241d Digitl USPS COIL BCI
90 amostrarand  48.95 49.04 12.02 16.92 6585 50.42 45.29  44.15 3.25 6.38 21.93 48.08

+1.48 +1.67 £527 +£538 +4.64 +£1.72 +2.92 +£2.14 £0.78 £1.96 +2.69 £2.80

deg top 46.38 50.13 872 20.13 71.14 48.72 38.64 40.79 2.14 7.71 5529 47.67
Katz top 46.17 49.93 4.7 20.13 7537 48.46 39.79 39 2.5 8.43 60.5 45

PgRC top 46.38 50.13 1074 20.13 71.07 47.18 40 42.21 2.29 6.93 4443 4433
RWC top 45.64 4993  3.89 16.64 81.74 48.72 41.14 39.29 2.64 929  75.14 50.33
Cp, top 46.17 47.72  38.05 19.6  84.16 50 4521 4136  2.64 14.71  75.29 51

CC top 502 4933 13.62 2054 8396 48.97 5271  45.21 3.29 636  39.07 48.67
btw top 44.77 46.51 4483 2792 81.68 44.62 3986 39.71 2.36 4.64 59.14 5133
Hgeg top 4557 49.66 19.87 2275 66.85 48.72 37.79 4121 2.29 5.86  29.79 47.33
Hec top 49.6 4987 1477 2349 6591 53.59 4386 4386  2.79 10.71 38.43  52.33
Hpew top 45.57 48.86 13.42 20 63.02  52.56 38.07 41.64 2.79 557 2429 4933
Z, top 46.38 50.13 1584 17.11 6698 45.90 39.79 40.21  2.64 6.14 4136 44.33
Z5 top 46.85 49.87 899  20.13 8523 52.82 42.07 4471 2.71 829 6457 48.67
Z3 top 48.19 48.66 772 2456 8121 51.54 4821 4479 443 14.43  74.57 51

Z,4 top 46.24 5047 25.10 2477 81.81 47.69 4493 4221 243 7 3443 5033
Zs top 47.65 51.14 1154 20.13 71.68 47.95 47.07 43.07 321 17.64 5257 52.67
Zg top 4752 46.51 13.62 30.87 62.48 45.90 43.14  46.57 4 5.93 16.86  48.67
Z7 top 4792 49.66 2456 1228 7577 47.95 46.64 47.79 571 10.71  60.21 48

Zg top 45.70 48.59 2141 16.17 7597 51.54 42.21 4550 3 11.79 5343 49

Zy top 50.34 4745 4926 4047 79.40 48.97 46.43  40.79  3.50 8.21 51.57 47.33

Zyp top 42.68 47.11 21.61 20.13 7953 51.54 4393 4279 1021 2136 64.64 50.33
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Tabela 7.13: Erro de teste obtido por LGC semeado por representativos sobre redes AdaRadius construidas sobre conjuntos de dados de Chapelle et al.
(2006)

10 nos rotulados 100 nés rotulados
g241c g241d Digitl USPS COIL BCI g241c g241d Digitl USPS COIL BCI
90 amostrarand  49.52  49.44 16.64 15.68 62 50.14 47.87  47.44 4.87 9.04 15.67 48.75

+1.44 +£1.07 £693 +£519 £540 =£1.53 +3.37 +£3.01 £1.26 +£3.03 +3.40 £2.77

deg top 4987 4993 17.18 147 7195 52.05 43.43 5036 5.36 21 17.29  45.33
Katz top 49.87 4993 12.01 1993 7195 50.26 40.29  50.5 557 21.14 2464 4433
PgRC top 49.87 4993 1483 1221 6034 49.23 43.5 5036 293 9.14 12.36 49

RWC top 44.23 4993 9.06 1483 455 5231 35.57 49.64  3.36 13 11.14  43.67
Cp, top 49.87 4993 2221 1349 67.05 48.72 40.29 5093 8.14  21.14 5157 48.67
CC top 50.34 4953 1423 20.13 52.82 53.08 53.07 50.07 4.29 6.14 2129 50.33
btw top 49.87 46.04 11.14 2228 6255 50.77 3471 49.14 843 7 1843 4733
Hgeg top 49.87 50 25.17 12.08 61.14 50.51 39.29 50 2.64 5.93 11.64  44.67
Hec top 49.93 50.6 25.1 31.07 6852 47.95 49 49.71 3.43 9.5 2571  49.67
Hpw top 49.87 4993 30.13 1195 6275 51.28 345 48.79  3.57 4.14 11.21  49.67
Z, top 4987 4993 22115 1221 6141 49.23 39.36  50.21 5.64 14.71  13.93 46

Zy top 50 50.20 27.11 22.01 71.68 50.26 49.64 50.50  5.07 1936  61.36 53

Z3 top 45.64 50.13 1282 20.13 70.74 51.28 50.07 5050  6.21 21.07 33.71 48.67
Z4 top 49.87 49.26 31.01 4846 7195 49.23 4821 45.64 4.64 7 21.93 48

Z5 top 50.13  49.13  34.63 5336 54.63 47.18 41.71 49.43 8.07 16.14 3743 49

Zg top 50.13 5034 2725 65.84 5228 50.77 50.29  49.93 4.50 4.79 9.64 47.67
Z7 top 4993 50.07 2812 20.07 71.61 50.77 48.64 41.14 343 11.64  46.07 49.33
Zg top 4879 4295 2450 1450 65.10 51.79 46.07 50.07 6.21 371 4743  45.67
Zy top 50 4799 1242 1436 65.10 54.36 5043 4479  5.71 11.14 3736 47.33

Zyp top 49.87 4946 26.64 20.13 6221 50.51 47 50.57 629 2121 3214 52
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Figura 7.7: Coeficientes de componentes principais sobre composi¢des de medigdes de cen-
tralidade em redes kNN construidas sobre os conjuntos de dados de Chapelle et al. (2006). O
mapa de cores varia em [—1, 1]. Quanto maior o coeficiente, mais claro; vermelho (cinza escuro)
significa‘zero’; e preto -1.

Dispondo-se de 100 instancias rotuladas, por outro lado, os resultados sdo mais significativos.
Exceto sobre COIL, os critérios Hye, € Hyow se destacam sobre redes kKNN. E, exceto com o
método LGC sobre g241d, os critérios Hye,, RWC € PgRC se destacam. deg também se destaca,
mas apenas ao considerarmos GFHF, e Hy,,, se destaca somente ao considerarmos LGC. Dentre
esses critérios, Hye, merece atengdo especial. Estritamente local, além de favorecer ao bom
desempenho de ASS, essa abordagem se destaca como um critério de baixo custo, o que pode
ser extremamente interessante ao considerarmos conjuntos de dados grandes e fluxos de dados

continuos.

Além disso, em geral critérios de primeira e segunda ordem ndo funcionam bem em redes
ENN construidas sobre o conjunto de dados COIL. A amostragem aleatoria funciona tdo bem
quanto ou melhor em média. Bastante denso e com alguma sobreposicao entre suas 6 classes,
representativos sdo dificeis de se encontrar considerando os critérios estudos aqui. Apenas o
critério Zg funciona bem nesse dominio. Como mostra a Figura 7.7 (e), Zg ¢ uma composi¢ao
bem especifica de Hyy,, btw invertido, e um pouco de RWC e Hee. Contudo, AdaRadius supera
os problemas enfrentados por kNN de tal forma que este pode ser considerado apropriado para o
tratamento de problemas multiclasse desafiadores. Notavelmente, AdaRadius também supera
kNN quando o ASS ¢ semeado por amostragem aleatoria.

Exceto sobre o conjunto de dados COIL, Z; funciona bem como critério de selecao de

representativos em redes KNN. Em redes AdaRadius, Z; funciona tdo bem quanto a amostragem
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Z1 72 73 74 75 76 Z7 78 79710 Z1 72 Z3 74 75 76 Z7 Z8 Z9Z10 Z1 72 73 74 75 76 Z7 78 79710

(a) g241c (b) g241d (c) Digitl

Z1 72 73 7ZA 75 76 Z7 78 79710 Z1 72 73 ZA 75 76 Z7 78 79710 Z1 72 73 74 75 76 Z7 78 79710

PgRC PgRC

(d) USPS (e) COIL (f) BCI

Figura 7.8: Coeficientes de componentes principais sobre composi¢des de medi¢des de centrali-
dade em redes AdaRadius construidas sobre os conjuntos de dados de Chapelle et al. (2006). O
mapa de cores varia em [—1, 1]. Quanto maior o coeficiente, mais claro; vermelho (cinza escuro)
significa‘zero’; e preto -1.

aleatéria ou um pouco melhor considerando-se o método LGC, contudo se destaca significan-
temente ao considerarmos GFHF. Como mostram as Figuras 7.7 e 7.8, Z; é frequentemente
composto de medidas relacionadas ao grau e ao fluxo, bem como C;, cujas distribuicdes se
destacam em termos de varidncia. Em geral se espera que os primeiros principais componentes
(que possuem maior variancia) possuam maior informag¢ao agregada, mas esse nao parece ser o
caso aqui.

Além de Z;, outros componentes principais também se destacam, incluindo alguns de pe-
quena variancia, que algumas vezes funcionam melhor que Z,; como critério de selecao de
representativos. E o caso de Z na rede kNN construidas sobre o conjunto COIL. Como Jolliffe
(2002) argumenta, os tltimos componentes principais nao sao apenas meras sobras nao estrutura-
das dos componentes principais conhecidamente relevantes. A medida Hy,, que essencialmente
compde Zg (veja a Figura 7.7 (e)), ndo € muito correlacionada com as medidas que compdem
0s primeiros componentes principais, contribuindo com apenas um pouco de sua variancia
para as suas composic¢des, sendo deixadas as suas especificidades para compor um componente
especifico, Zg. Logo, deduzimos que o critério Z; apenas se destaca se uma parte razoavel
dos critérios de primeira e segunda ordem se destacam, de modo que o componente principal
resultante de sua combinagdo possua grande variancia. Forte, a suposi¢do de que informagao
esta atrelada a varidncia, muitas vezes nao ¢ satisfeita, especialmente quando apenas o topo

dos ranques ¢ de interesse. E concluimos que Z; apenas pode ser considerado um critérios de
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selecdo de representativos confiavel em dominios bem conhecidos onde parte consideravel dos
critérios de primeira e segunda ordem sdo conhecidamente critérios razoaveis de selecdo de

representativos. Caso contrario, ao invés de realgar representativos, estes podem se suprimidos.

7.4.3 Comparacao com o benchmark de Chapelle et al. (2006)

Por fim, contrastamos o ASS semeado com representativos e o benchmark de Chapelle et al.
(2006). Como nenhum dos critérios de selecdo de representativos estudado pode ser considerado
suficientemente geral, consideramos aqueles mais bem sucedidos em cada configuraciao de
conjunto de dados, método de constru¢do de redes e método de rotulagdo. Além disso, também
reportamos o erro de teste médio para as 12 divisdes providas por Chapelle et al. (2006) como
linha base de performance. Para cada conjunto de dados ordenamos os modelos em ordem
ascendente de desempenho e apresentamos sua posi¢do média considerando no cendrio com 10 e
100 instancias disponiveis rotuladas. Os resultados sao compilados na Tabela 7.14.

A despeito de otimizagdo de parametros ou preprocessamento dos dados, a sele¢do de
representativos se destaca como uma questao bastante importante para o aprendizado semissu-
pervisionado. A principal evidéncia disso € que ela tira os métodos GFHF e LGC das ultimas
posicdes do ranque médio para as primeiras posi¢cdes. Embora tenhamos estudado apenas
métodos de ASS da abordagem baseada em redes, estamos certos que melhoras de desempe-
nho também podem ser obtidas em métodos de outras abordagens ao se rotular manualmente
representativos.

Concluimos também que, quando a suposi¢cdo de variedade ¢ satisfeita, AdaRadius nao
funciona melhor que os métodos amplamente usados de constru¢do de grafos para o ASS.
Redes £NN permitem que métodos de rotulacao semissupervisionados tirem grande vantagem
mesmo de sementes pouco representativas nesse caso. O método LGC, por exemplo, recorrige
rotulos inconsistentes nesse sentido. No entanto, AdaRadius se destaca grandemente quando
representativos sao selecionados para semear a rotulagao semissupervisionada, e especialmente
em problemas dificeis de classificacao. Por isso, critérios suficientemente gerais de selecao de

caracterizacdo de representativos precisam ser estudados e propostos.
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Tabela 7.14: Erro de teste e ranque médio obtidos por modelos de ASS semeados por representativos e benchmark de Chapelle et al. (2006)

10 nos rotulados Ranque 100 nos rotulados Ranque
g241c  g241d Digitl USPS COIL BCI  Médio g241c  g241d Digitl USPS COIL BCI  Meédio

1-NN 47.88 46.72 13.65 16.66 6336 49 11.5 4393 4245 3.89 581 17.35 48.67 15.17
SVM 4732 46.66 30.60 20.03 6836 49.85 165 23.11 24.64  5.53 9.75 2293 3431 115
MVU + 1-NN 47.15 4556 1442 2334 62.62 4795 11 43.01 3820 2.83 6.50 28.71 47.89 14.17
LEM + 1-NN 44.05 4322 2347 19.82 6591 4874 1217 40.28 3749  6.12 7.64 2327 4483 14.67
QC + CMR 3996 4655 9.80 13.61 59.63 5036  8.67 22.05 2820  3.15 636 10.03 4622 9.17
Discrete Reg. 49.59 49.05 12.64 16.07 63.38 49.51 12.83 43.65 41.65 277 468 961 4767 1033
TSVM 2471 50.08 17.77 2520 67.50 49.15 14.83 1846 2242  6.15 9.77 25.80 3325 11.33
SGT 2276  18.64 892  25.36 - 49.59  10.5 1741 9.11 2.61 6.80 - 45.03  9.17
Cluster-Kernel ~ 48.28 42.05 1873 1941 6732 4831 12.5 13.49 495 3.79 9.68 2199 3517 8.83
Data-Dep. Reg. 41.25 4589 1249 1796 63.65 50.21 11 20.31  32.82 244 510 11.46 4747 8
LDS 28.85 50.63 15.63 17.57 6190 49.27 11.33 18.04 23.74 3.46 496 1372 4397 17.33
Laplacian RLS 4395 4568 544 1899 5454 4897 17.83 2436 2646 292 468 1192 3136  6.33
CHM (normed) 39.03 43.01 14.86 20.53 - 46.90 11 24.82  25.67  3.79 7.65 - 36.03 12
ENN

+ GFHF 50.08 4998 12.17 18.19 6724 49.76 1517 46.92  44.89 2.7 633 21.02 4589 135

+LGC 4947 4853 1242 1398 66.45 50 13.00 45.69 43.81 3 633 21.68 4794 15.17
AdaRadius

+ GFHF 50.04 49.88 13.65 2045 6444 50.09 16.50 4791 4798 417 11.02 1747 46.69 17.83

+LGC 49.66 48.94 16.12 1455 63.68 5049 15.33 46.69 46.63  4.59 836 1574 48 17.17
kNN + representativos

+ GFHF 4141 4658  2.82 8.19  62.89 4538 517 36.79 41.64 214 421 16.07 42 8

+LGC 42.68 46.04 7.72 1195 455 4590 4.83 345 4021 243 414 1114 43.67 717
AdaRadius + representativos

+ GFHF 43.62 4537 5.7 14.09 455 4744 533 3543 3507 293 407 1057 43 7.33

+LGC 4477 4295 389 1221 5228 44.62 4 37.79 39 2.29 3.71 9.64 4433  6.83
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Capitulo

Validacao de métodos de construcao de
grafos

Ao construir uma rede a partir de uma base de dados vetorial buscamos por uma abstragao
capaz de sintetizar as relagdes de afinidade entre suas instancias eficazmente. Esse problema ¢
equivalente a reducdo ndo linear de dimensionalidade e ao aprendizado de suavidade (Roweis &
Saul, 2000; Belkin & Niyogi, 2003; Zhu, 2005; Belkin et al., 2006). Nesse sentido, podemos
fazer uso de suposigoes diversas, levando ou ndo os itens de dados disponiveis rotulados em con-
sideracdo (Rohban & Rabiee, 2012; Cupertino et al., 2013; Jebara et al., 2009; Carreira-perpifidn
& Zemel, 2004).

Amplamente utilizada na validagdo de métodos de detec¢do de comunidades e como funcao
objetivo de métodos de deteccao de comunidades baseados em otimizagao (Newman & Girvan,
2004; Danon et al., 2005; Clauset et al., 2004; Newman, 2004b, 2006b; Duch & Arenas, 2005;
Fortunato, 2010), propusemos a utiliza¢do do indice de modularidade normalizado como critério
de validagdao de métodos de construgao de redes (Capitulo 7). Tomando como referéncia bases
de dados de classificacao cujos rétulos dos itens de dados sdo conhecidos a priori, contrastamos
o numero de arestas intra variedade com o nimero total de arestas estimado se as arestas fossem
estabelecidas ao acaso. Embora essa medida possa ser utilizada consistentemente na avaliagao
relativa de particdes para uma determinada rede, a sua utilizagdo na comparagdo de redes geradas
por diversos métodos pode ndo ser apropriada. Isso acontece, pois, ao avaliarmos arestas em
relacdo a discrepancia entre os rotulos de seus vértices extremidades, damos maior peso a vértices
bastante conectivos em detrimento de vértices pouco conectivos. Além disso, a variagdo do
numero de estruturas modulares dos grafos avaliado resulta no deslocamento da faixa de valores
possiveis aferidos pela modularidade. Como discutido no Capitulo 7, grafos com dispersao

significativa de grau e desbalango entre o tamanho de suas estruturas modulares configuram-se,
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portanto, um desafio, de modo que a proposi¢do de abordagens melhor fundamentadas ¢ um

topico de interesse.

8.1 Erro de reconstrucao

Com fins a redugdo de dimensionalidade, Roweis & Saul (2000) propuseram o erro de

reconstrucao das instancias de uma base de dados,

2

7 (8.1)

¥

i

X; — E U}jiX]‘
J

onde W ¢ dita a matriz de pesos de reconstru¢do, cujas entradas, w;;, Vi, j, satisfazendo a

propriedade de simetria, invariantes a rotagdes, reescalagem, e translagdes dos itens de dados
e respectivos vizinhos, sdo estimadas por minimos quadrados através da minimizacao de €. E,
portanto, podem ser fixados e utilizados na reconstru¢dao de uma base de dados p-dimensional,
X, n x p, em um espaco g-dimensional, ¢ < p.

A Eq. 8.1 ¢ utilizada semelhantemente como funcao objetivo em (Belkin & Niyogi, 2003),
na construcao de auto-mapeamentos. Wang & Zhang (2008), por sua vez, adaptam-na de modo

a restringir a vizinhanca de cada item de dados,

sz:ijViZ(Xi) wji<xi - Xj)
= ey epevin(eg) Wik (Xi x;)" (% — Xp)

— e Ny
- Zj,k:x]-,xke\/iz(xi) wl]ijkaH

2

&

Xi = D jixseVin(x) WiiX;
2

(8.2)

onde Viz(x;) ¢ o conjunto dos r vizinhos mais proximos de x; e G, representa a (3, k)-ésima

entrada da matriz de todos os produtos internos entre eles, dita matriz de Gram local.

(x; — Xl)T(Xz‘ —x1) o (xi— Xl)T(Xz‘ —X,)
qi_ | ®i—x) | (x; — %) (X —%a) | (% — 1) | 8.3)
(x; — XT)T(Xi —x1) o0 (% — XT)T(XZ X,)

onde r = |Viz(x;)| € o tamanho da vizinhanga de x;. A solugdo de

mlnwij Zj,k:Xj,xk €Viz(x;) Wi ijwlk

. (8.4)
sujeitoa  ; wy; = 13w > 0,

por programacgdo quadratica, por exemplo, resulta na matriz W cujas entradas equivalem aos
pesos do grafo normalizado 6timo em que cada vértice ¢ combinagdo linear de seus vizinhos, e

pode ser reconstruido por eles.
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8.2 Medida proposta

Fazendo uso do framework apresentado acima, propomos a utilizacdo da seguinte medida
como critério de validagdo de métodos de construg¢do de grafos. Dado um conjunto de redes
construidas a partir de base de dados de referéncia, cujos os rotulo dos nos € conhecido a priori,
avaliamos a capacidade de reconstrucao do rétulo y;, Vi, a partir da combinacao linear do rétulo

de seus vizinhos, y;,

2

i Jx;€Viz(x;)

Conhecidos Viz(x;), y;, y; € w;; para todo 7, j, podemos definir o indice de coeréncia local

grafo-rotulo,

1
Q=-> Qi (8.6)
n eV
onde
> jev Wiidij
Q= =L——, (8.7)
zjeV Wi

onde A ¢ dado por uma fungao de similaridade, no caso,

G b osevi=y (8.8)
T -1 seyi Ay

A Eq. 8.6 corresponde a fun¢do inversa da Eq. 8.5, sendo avaliada a similaridade entre y; € y;,
ao invés da dissimilaridade. Cada vértice ¢ ¢ avaliado com relagdo a coeréncia entre seu rotulo
e o rotulo de seus vizinhos ponderados pelos respectivos pesos de reconstrucao. Além disso,
normalizados os pesos de reconstrucdo, igual relevancia ¢ dada a todos os vértices. Medidas de
similaridade continuas também podem ser consideradas como fungdo A, bem como descritores
multirétulos, difusos ou probabilisticos. Por simplicidade, no entanto, com fins a discussao
objetiva das vantagens dessa abordagem, consideraremos por ora apenas a rotulagdo rigida
yi € {1,2,...,C} e apenas grafos ndo ponderados, onde w;; € {0, 1}. Se vértices adjacentes, 7 e
J, possuem o mesmo rotulo, y; = y;, @; € incrementado. Caso contrario, (); ¢ decrementado.
Cada n6 i ¢é igualmente relevante para o calculo de ), somando 1/n de ). Como ilustram os
problemas foy apresentados nas Tabelas 8.1 e 8.2, nds desconexos nao contribuem para a soma
e nos de borda de comunidades contribuem apenas parcialmente. () varia no intervalo [—1, 1],
tendendo a -1 no caso de redes dissortativas e a 1 no caso de grafos com estruturas modulares
bem definidas que se conformam com as classes.

No aprendizado semissupervisionado baseado em redes, rotulos sdo propagados nao apenas
diretamente entre vértices adjacentes, mas também em cascata através da topologia da rede. Essa

¢ uma das principais vantagens do aprendizado baseado em redes, a valorizagdo da similaridade
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topologica para além da similaridade geométrica. Portanto, para a avaliagdo mais ampla da
qualidade de um grafo, ¢ de grande valia & computacdo de votos indiretos além dos votos diretos.
Assim, propomos também a generaliza¢do da medida de coeréncia local, utilizando na Eq. 8.7
medidas de influéncia indireta ao invés do peso de reconstru¢do. Dentre diversas abordagens

possiveis, consideramos o status de Katz (Katz, 1953), reformulando a Eq. 8.7 da seguinte

maneira:
> jeviiiy Djili
Q= SN, (8.9)
JjeV\{i} FJ1
onde
Sji = Zak(Wk)ji, (810)
k=1

onde « ¢ um fator de amortizagdo das contribui¢ao dos vértices na soma, em razao da distancia

topoldgica ao n6 avaliado. Em notag¢do matricial,

(@WT)E, (8.11)

WE

S:

b
Il

1

Seja A uma matriz quadrada ndo negativa, dita matriz primitiva, cujos os autovalores sdo

dados por \i, Ao, ..., Ay,

lim A* =0 < p(A) <1, (8.12)

k—o0

onde p(A), p(A) = max;(\;), € dito o autovalor de Perron Frobenious, também denominado

raio espectral (van Mieghem, 2010).

Portanto, a fim de garantir a convergéncia de S, (¢W7) deve ser transformado em uma
matriz primitiva. E assim, como uma série somavel de Cesaro, S convergira de acordo com a

seguinte formula fechada:

S=I-aWh)™! <<= 0<a<ag, (8.13)

onde & = 1/p(aWT) e I éuma matriz identidade n xn. Quanto menor «,, maior o amortecimento
de S, de modo que a Eq. 8.9 comporta-se semelhante a Eq. 8.7 para « — 0, computando
apenas votos diretos. Por outro lado, a medida que @« — &, mais suave o amortecimento e
portanto vizinhangas mais amplas sdo consideradas. Em outras palavras, () pode ser computado
localmente, regionalmente, e até mesmo globalmente, de acordo com o valor atribuido a .. E, por
1sso, a deve ser escolhido tendo em mente quao grande sdo as estruturas modulares consideradas
relevantes. De todo modo, no entanto, as contribui¢cdes de cada ndé em S sdo amortecidas de

acordo com a distancia topoldgica dos mesmos ao nos de referéncia.
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8.3 Problemas toy

As Tabelas 8.1 e 8.2 mostram como a medida proposta, doravante denominada coeréncia
grafo-rétulos de Katz (KC), se comporta em contraste com a medida de modularidade (NM) para
valores diversos de «. Sdo considerados, & = [0.1 : 0.2 : 0.9] X &, bem como o caso especifico

para a — 0, denominado coeréncia grafo-rotulos local (LC). Além do score atribuido a rede, sdo

apresentados scores de cada n6 individualmente.

Tabela 8.1: Aferi¢cdes da modularidade e coeréncia de Katz, variando-se «, sobre problemas foy

assortativos.
./. l’ & N
Toy A Toy B Toy C
Q1-Q4, Q Q1-Q3 Q1 Q Q1-Q2, Q5-Qs  Q3-Q1  Q
NM 0.50 - - 0 - - 0.36
LC 1 1 0 075 1 0.33 0.78
KC, 0.1 1 1 0 075 0.96 0.31 0.74
KC, 0.3 1 1 0 0.75 0.85 0.26 0.65
KC, 0.5 1 1 0 0.75 0.69 0.19 0.53
KC, 0.7 1 1 0 075 0.47 0.08 0.34
KC, 0.9 1 1 0 075 0.11 -0.10 0.04

Tabela 8.2: Aferigdes da modularidade e coeréncia de Katz, variando-se «, sobre problemas toy

dissortativos.

NM
LC

KC, 0.1
KC, 0.3
KC, 0.5
KC, 0.7
KC, 0.9

Toy D Toy E

Q1 Q2-Qs Q Q1 Q2-Qs Q

- - -0.5 - - -0.13
-1 -1 -1 -1 0.33 0.11
-1 -0.70 -0.75 -1 0.35 0.12
-1 -0.30  -042 -1 0.37 0.14
-1 -0.06 -0.21 -1 0.40 0.17
-1 0.11 -0.07 -1 0.43 0.19
-1 0.23 0.03 -1 0.45 0.21

Notavelmente, a medida proposta se distingue da modularidade ao levar em consideracao
votos indiretos (tome o Toy C, por exemplo). Além disso, suas medi¢des variam linearmente no

intervalo [—1, 1] e a boa disposi¢@o de todo n6 ¢ avaliada igualitariamente (tome os Toys A e B,
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por exemplo). A dissortatividade de uma rede (Toys D-F), por sua vez, pode ser avaliada em um
contexto estritamente local, regional, ou global de acordo com o valor de a. O Toy F distingui-se
dos demais como uma rede estritamente dissortativa; o Toy D caracteriza a ma disposi¢do de um
hub; e o Toy E a disposi¢ao de um outlier contextual. Ao considerarmos votos indiretos além

dos votos diretos, esses casos podem ser discriminados pela coeréncia de Katz.

8.4 Resultados e discussoes

O modelo de rede Girvan-Newman ¢ utilizado na constru¢ao de redes randdomicas com
distribui¢do de grau homogénea e estruturas modulares balanceadas. O rotulo dos nos esta
associado a comunidade atribuida ao n6 pelo modelo. Numero de nos, n; nimero de comunidades,
C'; grau médio, (k); e nameros liga¢des para fora dos modulos, Z,, sdo definidos. Quanto
maior Z,,, maior a sobreposi¢do entre as comunidades. Fixado Z,, quanto maior (k) melhor
definidas as comunidades. Fixados (k) e Z,y, quanto maior C', menores, mais densas, ¢ mais

bem definidas as comunidades.

1 3 5 7 9 1 3 5 7 9
Z Z
out out
(© (d)
l O NM == LC ——KC. 0l KC.03 —+—KC.0.5 KC.0.7 KC, 0.9 ‘

Figura 8.1: Aferi¢des da modularidade e coeréncia de Katz, variando-se «, sobre redes GN
variando-se C' € Z ;.
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A Fig. 8.1 mostra o comportamento da coeréncia grafo-rotulos de Katz em contraste com
a modularidade e a coeréncia grafo-rétulos local ao variarmos C' e Z,; € fixarmos os demais
parametros do modelo. Os valores exibidos sao a média de 30 ensaios. O desvio padrao
observado ¢ irrelevante. Para C' = 2, a avaliagdo da modularidade se estende no intervalo [0, 0.5]
de acordo com a sobreposi¢do entre as comunidades. A coeréncia de Katz, por sua vez, entre
[0, 1], variando-se a curva de acordo com «. As medigdes sdo bastante similares para Z,,=9,
quando a rede torna-se efetivamente dissortativa. Para valores maiores de Z,, as aferi¢cdes sao
simétricas, no intervalo [—1, 0].

Para valores maiores de C, o numero de arestas dentro de cada comunidade ¢ maior, enquanto
que o numero de ligacdes para fora da comunidade ¢ parcelado entre mais comunidades. Portanto,
o ponto de dissortatividade configura-se apenas para valores maiores de Z,,;, nao exibidos na
figura. Por outro lado, embora os valores de coeréncia de Katz sejam sempre 1 para comunidades
mutuamente exclusivas, independente de C, a afericdo da modularidade varia em razdo do
nimero de comunidades. Em todos os casos a coeréncia local se estende no intervalo [0, 1] seja
Zow € [0,9]. Quanto maior «, maior a cobertura da coeréncia de Katz e, portanto, « precisa ser
ajustado de acordo o tamanho estimado das comunidades de interesse, diga-se de acordo com a
distancia geodésica.

O modelo de Lancichinetti-Fortunato-Radicchi, por outro lado, € utilizado na construgdo de
redes livres de escala com distribuicdo de grau heterogénea e estruturas modulares desbalance-
adas. Novamente, o rotulo dos nds estd associado a comunidade atribuida ao n6 pelo modelo.
Numero de nos, n; grau médio, (k); mistura entre comunidades, y; e coeficientes de escala das
distribui¢des de grau e de tamanhos de comunidades, v e 3, sdo definidos. Ao considerarmos
distribui¢des heterogéneas de grau e comunidades desbalanceadas, caracterizamos duas dificul-
dades conhecidamente enfrentadas pela medida de modularidade: redes com desvio padrao de
grau significativo e variagdes significativas no tamanho das comunidades. O primeiro caso, se
configura para v = 2, enquanto que o segundo para § = 2. Para v = 3, a distribuigdo de grau ¢
bastante heterogénea e portanto muitos nés possuem grau semelhante, apenas alguns nés com

grau dispersando-se significativamente. Além disso, para ;¢ > 0.5 temos redes dissortativas.

A Fig. 8.2 mostra o comportamento da coeréncia grafo-rotulos de Katz (KC) em contraste
com a modularidade e a coeréncia grafo-rotulos local (LC) ao variarmos v, 5 e u e fixarmos os
demais parametros do modelo. Novamente ¢ exibida a média de 30 ensaios. Significativos, os
desvios padrdes sdo apresentados na Tabela 8.3 normalizados pela diferenca entre os valores

médio de () aferidos para =0.1 e =0.6.

Notavelmente, as curvas das medidas sdo menos comportadas de que para redes do modelo
Girvan-Newman. Contudo, em todo caso, avaliagdes da coeréncia local se estendem no intervalo
[0, 1] para p = [0,0.5]. Incrementando-se o valor de «, pode-se observar a sensibilidade da

medida a variagdo de 3. Para v = 2 temos dispersdes menores de que para v = 3.

A medida de modularidade, por outro lado, apresenta comportamento bastante restrito. Com
pequena dispersdo média para . = [0.1,0.6], apresenta varia¢do significativa entre ensaios

distintos. Para v = 2, 5 = 2 o desvios das aferigdes é bastante expressivo, em média £29% da
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(a) (b)

0.1 0.2 0.3 0.4 0.5 0.6
H
©) (d)

l O NM = — LC —*—KC, 0.1 KC.03 +—KC. 0.5 KC. 0.7 KC.0.9 l

Figura 8.2: Aferi¢des da modularidade e coeréncia de Katz, variando-se «, sobre redes LFR
variando-se v, [ e p.

diferenga entre os valores médios para =0.1 e ©=0.6. Por isso, redes com niveis de sobreposigao
significativamente diferentes podem ndo ser razoavelmente discriminadas por essa medida,
resultando em mas avaliagdes. Bem menos expressivos, resultados pouco discriminativos da
coeréncia de Katz sdo obtidos apenas para a = 0.94, quando a medida avalia a rede como um

todo e ndo apenas seus modulos.

Por fim, aplicamos a medida proposta a redes reais nas quais os rotulos dos nés sao ground
truth conhecidos. Uma breve descrigdo dessas redes ¢ apresentada na Tabela 8.4. Representacdes
visuais sdo apresentadas na Figura 8.3. A Tabela 8.5, apresenta os indices obtidos pela coeréncia

de Katz em compara¢do com a medida de modularidade e sua variagao local.

Em geral, adjetivos estdo associados a substantivos, e, por tanto, a rede adjnoun ¢ signifi-
cativamente dissortativa, sendo satisfatoriamente discriminado pela coeréncia de Katz. Com
12 comunidades ground truth, caracterizando os jogos regionais, a rede football ¢ melhor avali-
ada pela medida de modularidade de que a rede dos clubes de caraté, que possui apenas duas

comunidades. Avaliagdes mais razoaveis sao obtidas pela medida de coeréncia de Katz para
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(b) football

(a) adjnoun

(e) polbooks

(c) karate (d) polblogs

Figura 8.3: (Originalmente colorido) Redes de Mark Newman descritas na Tabela 8.4. Os
rotulos ground truth das comunidades sdo discriminados pelas cores e formas dos vértices. O
espalhamento visual da rede ¢ realizado através do método de minimizagao de energia de um
sistema de molas entre todos pares de vértices, cuja rigidez da mola entre cada par de vértices ¢
proporcional a distancia minima entre os mesmos (Kamada & Kawai, 1989).
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Tabela 8.3: Desvios padroes do resultados do ensaios apresentados na Figura 8.2 normalizados
pela diferenca entre os valores medidos para p=0.1 e =0.6.

=2, =1, =2, =2, p
01 02 03 04 05 06 01 02 03 04 05 06
NM 0.19 022 021 020 023 0.18 0.40 026 0.40 023 021 0.24
LC 0.04 0.04 0.9 008 0.11 0.05 0.10 0.08 0.15 0.10 0.09 0.07

KC,0.1 0.04 0.04 0.06 0.06 0.10 0.03 0.12 0.08 0.15 0.08 0.07 0.04
KC,0.3 0.06 0.05 0.06 0.06 0.10 0.04 0.14 0.09 0.15 0.07 0.05 0.02
KC,0.5 0.08 0.07 0.08 0.07 0.12 0.07 0.15 0.10 0.14 0.07 0.06 0.03
KC,0.7 0.10 0.10 0.11 0.10 0.15 0.11 0.16 0.11 0.12 0.08 0.07 0.06
KC,09 0.14 0.18 021 0.19 0.25 0.19 0.14 0.12 0.09 0.10 0.11 0.11

=3, B=1, =3, =2,
0.1 02 03 04 05 06 0.1 02 03 04 05 06
NM 019 0.9 022 020 020 0.21 013 0.16 023 0.14 0.13 0.13
LC 0.00 0.0l 0.04 004 006 0.03 0.00 0.00 0.05 0.00 0.00 0.00

KC,0.1 0.00 0.01 0.05 0.05 0.06 0.04 0.00 0.00 0.05 0.00 0.01 0.01
KC,0.3 0.01 0.01 0.05 0.06 0.08 0.06 0.01 0.01 0.06 0.01 0.01 0.02
KC,0.5 0.01 0.02 0.07 0.08 0.10 0.09 0.01 0.01 0.06 0.02 0.03 0.04
KC,0.7 0.02 0.04 0.10 0.11 0.13 0.13 0.02 0.02 0.08 0.04 0.04 0.06
KC,09 0.08 0.12 020 0.22 024 0.24 0.04 0.05 0.15 0.09 0.09 0.10

a < 0.1a. Ambas as redes possuem comunidades balanceadas, com 5 a 13 times (mediana 10)
e 17 individuos cada, respectivamente, sendo que football possui maior sobreposicao entre as
comunidades, caracterizando os jogos das finais. A despeito da densidade das comunidades em
polblogs, polbooks ¢ tdo bem avaliado quanto. Avaliacdes mais razoaveis sdo oferecidas pela

coeréncia de Katz para a < 0.54.

8.5 Consideracoes finais

Concluimos, portanto, que a medida proposta, denominada coeréncia grafo-rotulos de Katz,
apresenta maior aptidao que a modularidade para a avaliacdo de métodos de construgdo de redes
considerando bases de dados diversas de referéncia. Mesmo em problemas desafiadores, com
dispersao de grau significativa, comunidades desbalanceadas, e sobreposi¢do entre comunidades,
a coeréncia de Katz apresentou descri¢ao apropriada da coeréncia entre a rede e os rotulos. Nos
casos estudados, boas estimagdes foram observadas para valores de o € [0.1,0.5] x &. Contudo,
uma boa estimac¢do do tamanho da comunidades de interesse (distancia geodésica) pode ser
necessaria. Em se tratando de bases de dados de benchmark, nao € dificil fazé-lo.

Bastante informativa, a coeréncia grafo-rotulos de Katz pode ser utilizada nao apenas na
validagao de métodos de construcao de redes, mas também na validagao de métodos de identifi-
cacdo de comunidades em redes e até mesmo como fung@o objetivo para a proposi¢ao de novos
métodos. Além do status de Katz, outras medidas de influéncia indireta podem ser considera-
das na defini¢do de S, por exemplo, a inversa do tempo médio de primeira passagem de uma
caminhada aleatéria (Brandes & Erlebach, 2005; Noh & Rieger, 2004; Tejedor et al., 2009). A

Eq. 8.7 também pode ser adaptada de modo a ponderar a relevancia de cada n6 de acordo com

126



Tabela 8.4: Breve descricao de redes reais com comunidades ground truth.

rede #nb6s #arestas # rotulos descri¢ao

adjnoun 112 425 2 {adjective, noun} Rede de adjetivos e substantivos frequentes
em uma mesma ora¢do no romance de Char-
les Dickens - ‘‘David Copperfield’’ (New-
man, 2006a).

football 115 613 12 {Atlantic Coast, Big Rede de jogos de futebol americano entre

karate 34 78

polblogs 1222 16716

polbooks 105 441

East, Big Ten, Big Twelve,

universidades da Divisao IA durante a tem-

Conference USA, Inde- porada regular no outono de 2000 (Girvan
pendents, Mid-American, & Newman, 2002).
Mountain West, Pacific

Ten, Southeastern, Sun Belt,
Western Athletic}
2

2 {liberal, conservative}

3 {liberal, neutral, conserva-
tive}

Rede de amizades entre 34 membros de um
clube de caraté em uma universidade ame-
ricana (Zachary, 1977).

Blogoesfera das eleicdes americanas de
2004 (Adamic & Glance, 2005).

Rede de livros sobre politica americana fre-
quentemente adquiridos conjuntamente na

Amazon.com (Krebs, 2004).

Tabela 8.5: Aferigoes da modularidade e coeréncia de Katz, variando-se «, sobre redes reais
descritas na Tabela 8.4.

rede NM LC KC,0.1 KC,03 KC,05 KC,07 KC,09
adjnoun  0.0340 -0.4956 -0.4282 -0.3132 -0.2152 -0.1272 -0.0440
football  0.5047 0.2724  0.2359  0.1459  0.0208 -0.1697 -0.5134
karate 0.3718 0.8042 0.7714 0.7032  0.6157 0.4796  0.2187
polblogs  0.2490 0.8077  0.7915  0.7549  0.7027  0.6090  0.3698
polbooks 0.2341  0.6375  0.6285  0.6103  0.5894  0.5595  0.4799

qualquer critério, por exemplo seu grau, considerando-se para isso a média harmonica; outras
medidas de similaridade podem ser consideradas na Eq. 8.8: continuas, nao lineares, suaves e

multirotulos.
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Capitulo

Conclusao

O presente trabalho teve como principal objetivo explorar a influéncia dos objetos previa-
mente rotulados no desempenho do aprendizado semissupervisionado. Tipicamente, a rotulagdo
manual de dados requer o envolvimento de especialistas. Contudo, dificuldades, como por
exemplo a visualizagdo dos dados, podem prejudicar sua analise, de modo que o realce de
itens de dados representativos para a obten¢do de uma boa solucdo ¢ bastante interessante. Em
razao das diversas analogias encontradas em redes complexas, o escopo do presente trabalho foi
definido no aprendizado semissupervisionado baseado em redes, onde conjuntos de dados sao
representados relacionalmente através da abstragao grafica. Critérios para a caracterizacao de nos
representativos foram propostos, tomando como base medidas de centralidade em redes. Essa
abordagem ¢ considerada pois solugdes corretas por otimizagdo multiobjetivo sdo proibitivas.
Resultados significativos nesse problema e em problemas relacionados foram alcancados e sdao
reiterados a seguir juntamente com as principais contribui¢des do presente trabalho e perspectivas
de trabalhos futuros.

Primeiramente (Capitulo 5 e Se¢do 6.1), a robustez dos métodos de aprendizado semissuper-
visionado baseados em redes foi estudada utilizando uma abordagem sistematica, onde indicios
de que o aprendizado semissupervisionado depende da qualidade da amostra disponivel rotu-
lada foram obtidos, mesmo com a rotulagdo semissupervisionada sendo realizada por métodos
bastante robustos. Além disso, o desempenho do aprendizado também varia de acordo com a
consisténcia entre grupos e classes e de acordo com a conveniéncia do método de construgdo da
rede para o método de rotulacao. A robustez do aprendizado ¢ melhorada significativamente ao

se considerar restricdes de ligagdes entre nés em razao de seus rotulos.

Em seguida (Capitulo 6), critérios para a caracterizacao de individuos representativos em
redes com comunidades foram estudados. Contraintuitivamente, nos bastante conectivos (hubs)

frequentemente ndo sdo muito representativos. Nos razoavelmente conectivos em vizinhangas
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pouco conectivas, por outro lado, o s3o. Em redes do modelo Girvan-Newman, n6s com alto
coeficiente de agrupamento também mostram-se representativos. Por outro lado, em redes do
modelo Lancichinetti-Fortunato-Radicchi, nds com alta intermedialidade se destacam. Nos
com alto coeficiente de agrupamento em redes GN estio tipicamente situados em motifs do
tipo quase-clique, emergentes da pseudo-aleatoriedade computacional das ligagdes estabeleci-
das pelo modelo. No6s com alta intermedialidade em redes LFR s3o Aubs situados na borda
das comunidades, interligando-as. Em ambos os casos, os n6s identificados sdo excelentes

regularizadores.

Contudo, como critérios distintos de caracteriza¢do de individuos representativos se destacam
em modelos de rede distintos, faz-se necessaria a combinagdo dos mesmos no sentido de propor
critérios suficientemente gerais. Em geral, as medidas que melhor caracterizam individuos
representativos sdo aquelas cujas distribuicdes sdo bastante heterogéneas. Tomando como
principio essa caracteristica, a analise de componentes principais foi utilizada para a composi¢ao
de componentes ortogonais. Ordenadas de acordo com a varidncia, as primeiras componentes
principais apresentam maior ‘‘informatividade’’. E, dentre elas, a segunda componente principal
se destaca. Bons resultados sao obtidos em redes GN e em redes LFR com algum nivel de
sobreposicao entre as comunidades. No entanto, resultados em redes LFR com comunidades
bem definidas ndo s3o tdo bons quanto os resultados obtidos pelos critérios simples. A técnica
de analise de componentes principais utiliza a covariancia entre as variaveis como entrada, de
modo que a decomposicao em autovalores e autovetores ¢ apropriada apenas sobre variaveis com
distribui¢des de Poisson. Nao se sabe muito sobre a caracterizacdo de variaveis com distribuigdes
bastante heterogéneas, como as caracterizagcdes de nds em redes LFR com pouca sobreposicao

entre comunidades, no entanto.

Esses resultados foram estendidos (Capitulo 7) para conjuntos de dados vetoriais. E para
isso, abordagens de construcao de redes foram estudadas. Embora o método de construgdo
rede seja crucial para o bom desempenho do aprendizado, mesmo hoje, ndo existe consenso
sobre qual abordagem ¢ a mais benéfica ou em quais situacdes essa ou aquela abordagem se
destaca. Fato ¢ que a construgdo da rede ¢ usualmente estudada juntamente com a rotulagao e,
por isso, ¢ frequentemente subvalorizada. Portanto, foi proposto um método de construgdo de
redes denominado AdaRadius. Baseado nas arvores geradoras minimas ¢ no método eRadius,
este método apresenta diversas propriedades interessantes, tais como adaptabilidade a dados com
densidade variada, baixa dependéncia da configuragdo de seus parametros e custo computacional
razoavel tanto sobre dados pool based como em dados incrementais. Além disso, as redes
resultantes sdo esparsas e permitem que o método de rotulagdo tire grande vantagem da rotulacao

prévia de representativos.

A despeito de otimizagdo de pardmetros ou preprocessamento dos dados, a sele¢do de indi-
viduos representativos se destaca como uma questao bastante importante para o aprendizado
semissupervisionado. Como evidéncia disso, a semeadura de métodos de propagacao de rotulos
pouco robustos com individuos representativos os tras das ultimas para as primeiras posig¢oes

do raque comparativo com métodos bem estabelecidos. AdaRadius, por sua vez, proporciona
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desempenho diferenciado de classificagdo quando representativos sdo selecionados para semear
a rotulacdo semissupervisionada, e especialmente em problemas dificeis de classificagdo. Ser
bastante conectado em vizinhangas compostas por nos pouco conectados faz desses nos repre-
sentativos. Novamente, no entanto, critérios diversos de caracterizagdo de representativos se
destacaram sobre bases de dados diversas. Com amostras de dado suficientemente grandes, no
entanto, critérios especificos se destacam, em especial a variagao hierarquica de grau. Nova-
mente, foi utilizada a analise de componentes principais, porém sobre a matriz de correlagdo, ao
invés da matriz de covariancia, de modo que a primeira componente principal se destacou como
critério para a caracterizagdo de representativos.

Amplamente utilizada na validacao de métodos de detec¢do de comunidades e como fungdo
objetivo de métodos de deteccao de comunidades baseados em otimizacao, o indice de modulari-
dade normalizado foi utilizado como critério de validagdo de métodos de construgdo de redes em
si mesmos, independente da etapa de rotulagdo semissupervisionada (Secao 7.3). Contudo, a
sua utilizagdo na comparacao de redes geradas por métodos diversos mostrou-se inapropriada,
pois em sua soma a modularidade d4 maior peso a vértices bastante conectivos em detrimento de
vértices pouco conectivos e valoriza redes granuladas em detrimento de redes conectadas, dando
razao a proposicao de novas abordagens.

Denominada coeréncia grafo-rotulos de Katz, uma medida de validagao foi proposta baseada
no erro de reconstrugdo linear e no status de Katz. Essa medida mostra-se bastante justa
na avaliacdo de métodos de constru¢ao de redes considerando diversas bases de dados de
referéncia. Mesmo em problemas desafiadores, com dispersao de grau significativa, comunidades
desbalanceadas e sobreposicao entre comunidades, avaliagdes apropriadas da coeréncia entre
rede e rotulos foram obtidas. Bastante informativa, a coeréncia grafo-rotulos de Katz pode ser
utilizada nao apenas na validacao de métodos de construgdo de redes, mas também na validag¢ao
de métodos de identificagdo de comunidades em redes e até mesmo como funcao objetivo para a
proposic¢do de novos métodos de deteccao de comunidades. Além disso, essa medida pode ser
adaptada de modo a ponderar a relevancia de cada n6 de acordo com quaisquer critérios e de
modo a considerar quaisquer métricas de similaridade, sejam continuas, ndo lineares, suaves, e

mesmo multirétulos.

9.1 Principais contribuicoes
Dentre as principais contribui¢des do presente trabalho, destacam-se:

* A proposicao de critérios para a selecao de representativos baseados em medidas de
centralidade. Especificamente, ndo sdo consideradas quaisquer informacgoes adicionais
sobre a defini¢do de grupos ou comunidades. A hipdtese levantada vai um pouco além
desse tipo de abordagem. Para nos, a representatividade ¢ um fendomeno diretamente
relacionado a formagao de comunidades em redes. Isto €, as estruturas de comunidades em
uma rede sdo resultado da organizacdo de seus individuos em torno de seus representativos.

E, por isso, assumimos que estruturas de rede que reflitam devidamente o processo

131



de geragdo dos dados devem realgar seus representativos. Até onde sabemos, ndo sdo

conhecidas abordagens semelhantes aplicadas ao aprendizado semissupervisionado.

* A proposicio de um método adaptativo de construcio de rede a partir de dados
vetoriais. O método proposto consegue adaptar-se aos dados, considerando para isso
a caracterizagdo das regioes da rede, independente da defini¢do de parametros de den-
sidade. Consequéncia disso ¢ que redes geradas por esse método podem adaptar-se a
inser¢do/remocao incremental de itens de dados, sem a necessidade de sua reconstrugao.
Métodos tradicionais, por outro lado, sdo dependentes da defini¢do arbitraria de pardmetros
de densidade.

* A proposicio de abordagens para validacio de métodos de construcio da rede. Ao
utilizar a medida de modularidade para esse fim e propor a coeréncia grafo-rotulos de Katz,
o estudo de métodos de abstragao grafica ¢ enfatizado como um problema crucial para o
bom desempenho do aprendizado semissupervisionado baseado em redes. Além disso,
com boas medidas de validagdo pode-se propor, por exemplo, métodos de construgdo de

redes baseados em otimizagao.

9.2 Trabalhos Futuros

Os avancos obtidos através do desenvolvimento desse trabalho permitiram, além da obtengao
de resultados significativos, desdobramentos diversos. Destacamos a seguir alguns deles, sobre
os quais sdo especulados resultados em curto e médio prazo.

A proposic¢ao de abordagens unificadas para a selecdo de representativos ¢ um tdpico bastante
desafiador. E natural concluir que em redes com caracteristicas diversas, medidas de centralidade
diversas serdo capazes de caracterizar seus nds representativos. Por razdes legitimas, segmentos
inteiros de aprendizado de maquina s3o dedicados especificamente a esse problema.

Como desdobramento do presente trabalho,a agregacdo de ranques (meta-busca) vem sendo
estudada aplicada ao cenario em que poucos ranques caracterizam bem individuos representativos.
A suposicdo que fundamenta a agregacao de ranques ¢ a seguinte. Os ranques agregados sao
pertubacdes do ranque ground truth procurado (Adali et al., 2006; Dwork et al., 2001). Por tanto,
se a maioria dos ranques concorda mas, como observado em nosso estudo, ndo sao bons ranques
de caracterizagdo de representativos, o ranque agregado também nao sera. Contudo, fazendo uso
da técnica analise de fatores comuns para a composi¢ao de variaveis comuns nao observadas
(Thompson, 2004), bons resultados tém sido obtidos.

Também desdobramento desse trabalho, um ponto que precisa ser estudado mais a fundo ¢ a
proposicao de medidas apropriadas para a validacao de métodos de construgao de rede. Como
destacado acima, medidas bem fundadas podem servir de fun¢do objetivo para métodos baseados
em otimizag¢do, ndo apenas no dominio do aprendizado semissupervisionado, mas também no
estudo de comunidades em redes, por exemplo.

Também destacado acima, o método AdaRadius apresenta diversas vantagens, dentre elas
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custo razoavel em ambientes incrementais. Diferente de muitos métodos tradicionais, ndo €
necessaria a reexecu¢dao do método quando do incremento dos dados. Combinado a métodos
iterativos de rotulacao semissupervisionada, como por exemplo, o0 método de competicao e
cooperacao de particulas, portanto, o modelo proposto pode ser aplicado, por exemplo, a fluxos
continuos de dados. No entanto, para isso, ¢ necessario o estudo do impacto causado por
mudangas de conceito, e a razoabilidade da rotina de adaptagao do grafo de acordo com o volume
de dados fluindo a cada instante de tempo. Esse ¢ um topico de estudo de bastante interesse na

atualidade.

Estritamente relacionado a esse topico, temos também o estudo de grande volumes de
dados, isto €, redes de grande escala e Big data. A maioria das medidas de centralidade aqui
estudadas ndo ¢ escalavel a volumes de dados da ordem dezenas de milhares de itens de dados,
mesmo utilizando técnicas de processamento massivos como Hadoop e MapReduce (Kang et al.,
2011). Portanto faz-se necessario, nesse sentido, a proposi¢ao de medidas de centralidade bem
sucedidas na caracterizagao de representativos, porém escaldveis, como, por exemplo, a variagao

hierarquica de grau.

Outro problema associado ¢ a classificagdo multirotulo. Embora ndo tenha sido estudada no
presente trabalho, ¢ importante que esta seja considerada, tanto em abordagens crisp como em
abordagens difusas. Especialmente em se tratando de redes, ¢ muito comum que nos pertengam
a mais de uma comunidade/grupo, algumas vezes com niveis de pertinéncia difusos, outras
com pertinéncia ndo mensuravel. Tanto medidas de validagdo de rede como a rotulagdo manual
multirétulo precisam ser consideradas no dominio do aprendizado semissupervisionado semeado
por individuos representativos. A coeréncia grafo-rétulos de Katz, por exemplo, pode ser

facilmente adaptada para esse fim.

Como as abordagens de selecao de representativos aqui estudas ndo sao adaptativas, isto €,
seus resultados sdo conhecidos em uma Unica realizagao dos critérios de caracterizagdo de repre-
sentativos, optamos em ndo associar diretamente as proposigoes de selecdo de representativos ao
paradigma de aprendizado ativo. Contudo, alguns aspectos estudados no aprendizado ativo sao
de vital importancia para a aplicacdo pratica de proposicdes de selecdao de representativos, dentre

eles o custo variavel da rotulagdo e a atuagdo de oraculos nao confiaveis.

No presente estudo, avaliamos a qualidade da amostra selecionada para a rotulagdo manual
apenas em fun¢@o do ganho de desempenho do aprendizado semissupervisionado considerando
custo constante. No entanto, em alguns cenarios o custo com a rotulagdo manual pode ser
variavel. Exemplo disso € a rotulagdo de proteinas de acordo com suas fungdes. Se um método
de realce de representativos destaca proteinas cujas func¢des sdo conhecidas, podemos assumir
custo constante, mas se proteinas cujas fungdes estdo em estudo sdo selecionadas, seus rotulos
podem ser erroneamente definidos ou pode-se ter que esperar alguns anos de pesquisa até que se
estes estejam rotulados confiavelmente. No primeiro caso, ao invés de melhorar o desempenho
do aprendizado, podemos prejudica-lo significativamente. Esses cendrios precisam ser estudados

tendo em vista a aplicagdo pratica de solu¢des nesse dominio.

Por fim, além dos problemas especificos destacados acima, aplica¢des diversas sdo prospec-
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tadas, especialmente no dominio dos sistemas complexos. Analogias diversas foram discutidas

em diversos trechos do presente documento e serdo estudadas mais a fundo.
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