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no centro cultural pela ajuda com o inglês. Às instituições de fomento a pesquisa CNPq,
Capes e FAPESP o meu agradecimento pelo apoio financeiro.





Resumo

A mineração de dados é um processo computacionalmente caro, que se apoia no pré-
processamento dos dados para aumentar a sua eficiência. As técnicas de redução de
elementos do conjunto de dados, principalmente a amostragem de dados se destacam no
pré-processamento. Os dados reais são caracterizados pela não uniformidade da distribui-
ção, grande quantidade de atributos e presença de elementos considerados rúıdos. Para
esse tipo de dado, a amostragem uniforme, na qual cada elemento tem a mesma proba-
bilidade de ser escolhido, é ineficiente. Os dados nos últimos anos, vem passando por
transformações. Assim, não só o seu volume tem aumentado significantemente, mas tam-
bém a maneira de como eles são representados. Os dados usualmente são divididos apenas
em dados tradicionais (número e pequenas cadeias de caracteres) e dados complexos (ima-
gens, cadeias de DNA, v́ıdeos, etc). Entretanto, uma representação mais rica, na qual não
só os elementos do conjunto são representados mas também a suas ligações, vem sendo
amplamente utilizada. Esse novo tipo de dado, chamado rede complexa, fez surgir uma
nova área de pesquisa chamada mineração de redes complexas ou de grafos, já que estes
são utilizados na representação das redes complexas. Para esta nova área é necessário o
desenvolvimento de técnicas que permitam a mineração de grandes redes complexas, isto
é, redes com centenas de milhares de elementos(nós) e ligações(arestas). Esta tese teve
como objetivo explorar a redução de elementos em conjuntos de dados chamados desba-
lanceados, isto é, que possuem agrupamentos ou classes de tamanhos bastantes distintos,
e que também possuam alta quantidade de atributos e presença de rúıdos. Além disso,
esta tese também explora a mineração de redes complexas com a extração de padrões e
propriedades e o desenvolvimento de algoritmos eficientes para a classificação das redes em
reais e sintéticas. Também é proposto a mineração de redes complexas utilizando geren-
ciadores de base de dados para a mineração de cliques de tamanho 4 e 5 e a apresentação
da extensão do coeficiente de clusterização.

APPEL, A. P. Métodos para o pré-processamento e mineração de grande volume de dados
espaciais e redes complexas. São Carlos, 2010. 153 p. Tese de Doutorado – Instituto de
Ciências Matemáticas e de Computação – ICMC/USP.
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Abstract

Data mining is an expensive computational process speeded up by data preprocessing.
Data reduction techniques, as data sampling are useful during the data preprocessing.
Real data are known for presenting non-uniform data distribution, a large amount of
attributes and noise. For this type of data, uniform sampling, which selects elements with
the same probability, is inefficient.

Over the past years, the data available to mining have been changed. Not only have
their volume increased but also data format. Data are usually divided into traditional
(number and small chains of character) and complex (images, DNA, videos, etc). Howe-
ver, a rich representation, in which not only elements but also the connections among
the elements have been used, is necessary. This new data type, which is called complex
network and is usually modeled as a graph, has created a new research area, called graph
mining or complex network mining, which requires the development of new mining tech-
niques to allow mining large networks, that is, networks with hundreds of thousands of
nodes and edges.

The present thesis aims to explore the data reduction in unbalanced data, that is,
data that have clusters with very different sizes, a large amount of attributes and noise.
It also explores complex network mining with two basic findings: useful new patterns,
which allow distinguishing real from synthetic networks and mining cliques of sizes 4 and
5 using database systems, discovering interesting power laws and presenting a new cluster
coefficient formula.
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N Número de elementos de um conjunto de dados ou quantidade de nós
N (vi) Vizinhança do nó vi
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Caṕıtulo

1

Introdução

O volume de dados armazenados e disponibilizados para a mineração tem crescido

consideravelmente e estão cada vez mais diversificados quanto a sua estrutura

e distribuição. Os dados podem ser divididos em dados tradicionais (número e pequenas

cadeias de caracteres) e dados complexos (imagens, cadeias de DNA, v́ıdeos, etc). Para

estes tipos de dados, a área de mineração de dados possúı algoritmos bem consolidados

para tarefas como classificação, regras de associação e detecção de agrupamentos, etc.

Entretanto, muitos desses algoritmos, que produzem resultados de qualidade, exigem um

grande processamento computacional, como os algoritmos de detecção de agrupamentos

que podem muitas vezes ter complexidade cubica. Este alto custo computacional, faz com

que seja necessário o uso de técnicas de redução de elementos para a utilização eficiente

desses algoritmos. Contudo, os dados reais são marcados pela não uniformidade da sua

distribuição, presença de uma grande quantidade de atributos e de elementos considerados

rúıdos (elementos resultantes de medições incorretas) o que torna ineficiente o uso de

técnicas simples, como a amostragem uniforme.

Nos últimos anos, grande parte dos dados dispońıveis para a mineração são rede

1
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complexa, que são melhores representadas por uma estrutura mais rica do que a estrutura

tradicional utilizada. Esta estrutura é chamada de grafo, seus elementos são chamados

de vértices ou nós e as ligações entre esses elementos são chamadas de arestas (Getoor e

Diehl, 2005a). As redes complexas tem como caracteŕıstica principal representar o inter-

relacionamento entre os elementos do conjunto.

A área de mineração de redes complexas vem crescendo rapidamente e é uma

área multidisciplinar, já que, engloba a área de mineração de dados, banco de dados,

aprendizado de máquina e outras áreas como ciências sociais, biologia e qúımica. Os

dados tradicionais e complexos podem ser transformados em redes complexas (Getoor

e Diehl, 2005b). Por exemplo, um conjunto de pessoas de uma empresa em uma tabela

pode, por meio de um relacionamento“trabalha com”, ser representado como em uma rede

complexa que representa o relacionamento das pessoas que trabalham juntas. Um outro

exemplo interessante pode ser visto no aplicativo Image swirl (http://image-swirl.

googlelabs.com/) da Google, na qual a busca por imagens é representada por um grafo

que mapeia as imagens similares agrupadas . Um exemplo de consulta nesta ferramenta

da Google é apresentado na Figura 1.1.

Figura 1.1: Consulta por similaridade representada por um grafo feita na ferramenta
Image swirl da Google.

A área de mineração de redes complexas tem como grande desafio o desenvolvi-

mento de novos algoritmos e novos métodos para a extração de conhecimento dessas redes,

pois, não é posśıvel neste tipo de dado a utilização de algoritmos tradicionais de mineração

http://image-swirl.googlelabs.com/
http://image-swirl.googlelabs.com/
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de dados não é posśıvel. A extração de padrões e propriedades desses dados permite que

haja um melhor entendimento sobre esse novo tipo de dado permitindo o desenvolvimento

de melhores geradores sintéticos de redes complexas.

1.1 Motivação

O processo de descoberta de conhecimento, conhecido como KDD (Knowledge Discovery in

Database), é um processo interativo e iterativo com diversas fases, sendo a mais conhecida

delas a mineração de dados. A mineração é composta por diversas tarefas, das quais

podemos destacar a classificação, regras de associação e detecção de agrupamentos. Muitas

dessas tarefas têm um custo computacional elevado, o que dificulta a sua utilização em

grandes conjuntos de dados. A comunidade cient́ıfica tem feito um grande esforço no

desenvolvimento de algoritmos cada vez mais rápidos, entretanto o crescimento do volume

dos dados supera a velocidade de desenvolvimento desses novos algoritmos.

Assim, a necessidade de extração de um subconjunto dos dados de tamanho sig-

nificativamente menor e que seja suficientemente representativo do conjunto original tem

se tornado uma tarefa de suma importância para o uso de técnicas de mineração e o su-

cesso do processo de KDD. As técnicas de extração de um subconjunto (amostra) devem

garantir que o resultado obtido com a amostra gerada seja similar ao que será obtido com

o conjunto original.

A escolha aleatória dos elementos é a maneira mais simples e intuitiva de geração

de uma amostra. Neste processo, cada elemento do conjunto original tem a mesma pro-

babilidade de ser escolhido. Entretanto, a aleatoriedade pode fazer com a amostra gerada

não represente o conjunto de maneira adequada. Um exemplo é a realização de uma amos-

tragem aleatória de um grupo de pessoas, se 10 pessoas forem escolhidas a probabilidade

de serem 5 homens e 5 mulheres é grande. Contudo essa uniformidade na distribuição dos

grupos é irreal (Cochran, 1977).

As redes complexas também estão em grande crescimento nos últimos anos.

Um exemplo é o crescimento do número de usuários de redes sociais como Orkut

(www.orkut.com) e Facebook (www.facebook.com). Este novo tipo de dado tem atráıdo
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diversos pesquisadores da comunidade de mineração de dados e banco de dados, já que

algoritmos tradicionais dessa área não podem ser utilizados de maneira direta para a

mineração desse novo tipo de dado (Newman, 2003).

A pesquisa em rede complexas pode ser dividida em três grandes áreas. A primeira,

tem como objetivo a extração de propriedades estat́ısticas, que são basicamente centradas

no grau do vértice, que é número de arestas que cada vértice possui conectado à ele, e

na distância entre os vértices. Dentre as propriedades estat́ısticas podemos destacar a

distribuição do grau (Chakrabarti e Faloutsos, 2006), número triângulos (Tsourakakis,

2008), o diâmetro pequeno (“Small-World”) (Milgram, 1967), entre outras. A segunda

área de pesquisa, é o desenvolvimento de modelos de redes que permitam entender o

significado das propriedades estat́ısticas extráıdas e o como e porque as redes seguem

tais propriedades. Por fim, a terceira área de pesquisa tem como objetivo a predição do

comportamento das redes e sua evolução, isto é, como elas crescem e como esse crescimento

pode ser predito.

Esta tese tem por objetivo a manipulação e mineração de grandes conjuntos de

dados, que é o primeiro desafio da SBC (Sociedade Brasileira de Computação) dentre os

cinco desafios propostos em (Carvalho et al., 2006). O primeiro tipo de dado tratado

é o multidimensional, que são conjuntos de dados que possuam uma grande quantidade

de atributos. Para esta tipo de dado foi estudado e desenvolvida uma técnica de amos-

tragem de dados que permita a extração de uma amostra representativa do conjunto

original, isto é, uma amostra que seja capaz de produzir resultados muito semelhantes

aos obtidos o conjunto de dados original fosse utilizado. A técnica desenvolvida prioriza

o pré-processamento de dados para a atividade de detecção de agrupamento e conjunto

de dados com agrupamentos de tamanhos diferentes, que possuam rúıdos e uma grande

quantidade de atributos.

O segundo objeto de estudo foram as redes complexas. Sobre estes dados explorou-

se o armazenamento e a mineração de grafos com a descoberta de novas propriedades

estat́ısticas. O trabalho com redes complexas foi reforçado pela parceria que já ocorre

há anos entre o Grupo de Base de Dados e Imagens (GBDI) do Instituto de Ciências
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Matemáticas e de Computação (ICMC) - USP e a Carnegie Mellon University juntamente

com o Prof. Dr. Christos Faloutsos, que é um pesquisador da área de mineração de redes

complexas internacionalmente reconhecido.

1.2 Objetivos

O objetivo desta tese é definir e desenvolver métodos para o manuseio eficiente de grandes

conjuntos de dados em tarefas de mineração e consultas a dados simples e redes complexas.

O primeiro tipo de dado abordado foram os dados multidimensionais com caracteŕısticas

adversas, como rúıdos e densidades distintas na sua distribuição. O segundo tipo foram

dados chamados de redes complexas.

Para cada um dos tipos de dados tratados foram desenvolvidos métodos espećıficos.

Para os dados multidimensionais explorou-se o pré-processamento de dados como uma

ferramenta importante para o sucesso do processo de KDD. Assim, o objetivo do trabalho

foi o desenvolvimento de uma técnica simples que permita a extração rápida e eficiente de

uma amostra representativa que permita o uso de algoritmos tradicionais de descoberta

de agrupamentos.

Em seguida foram desenvolvidos algoritmos para a extração de novas propriedades

estat́ısticas das redes complexas de maneira que se permita por meio dessas propriedades

estat́ısticas distinguirem redes complexas reais de redes geradas sinteticamente. Também

se explorou o armazenamento de redes complexas em sistemas de gerenciamento de base

de dados relacionais (SGBDR) para a posterior mineração dessas redes.

1.3 Resultados Obtidos

As contribuições trazidas por esta tese na área de banco de dados, mineração de dados e

mineração de redes complexas são:

• Desenvolvimento do algoritmo BBS - Biased Box Sampling (Appel et al., 2007a,

2006, 2007b) que realiza amostragens em conjunto de dados multidimensional mesmo

que possua agrupamentos desbalanceados e rúıdo.
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• Desenvolvimento do algoritmo ShatterPlots (Appel et al., 2009) que permite a

separação de redes complexas reais e sintéticas.

• Desenvolvimento de uma técnica, chamada FCR - Fast Clique Retrieval, que

permite a contagem e listagem de cliques de tamanho 4 e 5 (κ4 e κ5) em redes

complexas armazenando-as em sistemas gerenciadores de banco de dados relacional

(SGBD).

• Extensão do coeficiente de clusterização, utilizado para determinar quão próximo

uma rede complexa esta de ser um clique, para a identificação de diferentes topolo-

gias locais de um nó.

1.4 Organização do Trabalho

O restante deste trabalho esta organizado da seguinte maneira:

Parte I: apresenta o embasamento teórico e os trabalhos correlatos utilizados nesta tese:

• Caṕıtulo 2 apresenta os trabalhos estudados na literatura sobre descoberta

de conhecimento em base de dados, sendo o foco a amostragem de dados e a

detecção de agrupamentos.

• Caṕıtulo 3 apresenta os conceitos básicos da teoria de grafos e os trabalhos

estudados na literatura sobre mineração de redes complexas.

Parte II: apresenta os trabalhos desenvolvidos nesta tese:

• Caṕıtulo 4 apresenta a técnica de amostragem desenvolvida e o algoritmo

BBS - Biased Box Sampling que a implementa, e os experimentos realizados

para a comprovação da eficiência do algoritmo.

• Caṕıtulo 5 apresenta os algoritmos e as técnicas desenvolvidas para a minera-

ção das redes complexas e os resultados obtidos. Primeiramente é apresentado

o algoritmo ShatterPlots juntamente com os padrões encontrados por meio
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dele. Em seguida é apresentada a técnica FCR - Fast Clique Retrieval, a

extensão feita ao coeficiente de clusterização e as leis de potência sobre cliques

de tamanho 4 e 5 encontradas.

Parte III: Nesta parte são apresentadas as considerações finais deste trabalho.

• Caṕıtulo 6 apresenta as conclusões, contribuições, outras colaborações, pu-

blicações resultantes e trabalhos futuros desta tese.



Introdução

8



Parte I

Conceitos, definições e trabalhos

correlatos

9





Caṕıtulo

2

Descoberta de Conhecimento em Base de

Dados

2.1 Considerações iniciais

O s dados coletados nos últimos anos têm aumentado não só em volume, mas tam-

bém em complexidade e dimensionalidade (número de atributos). O processo de

Descoberta de Conhecimento em Base de Dados, mais tradicionalmente conhecido como

KDD - Knowledge Discovery in Database, é um processo interativo, iterativo e composto

de uma série de etapas sequenciais que podem ser retomadas dependendo das descobertas

realizadas (ou a falta delas).

Por ser um processo exploratório, é desejável que o processo de KDD produza

respostas rápidas. Entretanto, devido ao grande volume de dados e ao alto custo compu-

tacional dos algoritmos de extração de conhecimento, isso nem sempre é posśıvel. Esse

fato torna muitas vezes uma resposta aproximada e rápida mais interessante do que uma

resposta exata e demorada.

Outra questão importante do processo de KDD é o tipo de dado analisado. A

11
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grande maioria dos algoritmos de extração de conhecimento exige que os dados a serem

analisados não possuam muitos atributos, estejam limpos e sem rúıdos.

A distribuição dos dados também é muito importante, já que há conjuntos de

dados que possuem regiões com quantidades (densidade) de elementos muito diferentes,

chamados desbalanceados (Chawla et al., 2004), nas quais as tarefas de mineração de

dados, como a classificação e a detecção de agrupamentos, podem produzir um resultado

errado se não houver um cuidado maior na preparação destes dados.

Assim, um dos objetivos dessa tese foi desenvolver um método que permita a re-

dução do conjunto de dados por meio da extração de uma amostra representativa, que

permita aos algoritmos de detecção de agrupamentos tradicionais encontrarem grupos de

maneira mais eficiente, em conjuntos de dados desbalanceados, com uma grande quanti-

dade de atributos e presença de rúıdo.

Para atingir esse objetivo, neste Caṕıtulo é feito o levantamento dos principais

conceitos envolvidos no Processo de Descoberta de Conhecimento em Banco de Dados

com especial atenção as técnicas de amostragem de dados.

2.2 O processo de descoberta de conhecimento em

base de dados

O processo de Descoberta de Conhecimento em Base de Dados foi definido primeiramente

por U. Fayyad (Fayyad et al., 1996a) como sendo “ o processo de identificação de padrões

válidos, inéditos, potencialmente úteis e essencialmente compreenśıveis embutidos nos

dados”.

O processo de KDD consiste de múltiplos passos, que são executados em sequência.

Cada passo subsequente é inicializado após a finalização com sucesso do passo anterior e

requer o resultado deste como entrada. Outra caracteŕıstica importante do processo de

KDD é a variedade de atividades abrangidas por ele, como o entendimento do domı́nio

de aplicação e dos dados, a preparação e análise dos dados e a avaliação, entendimento

e aplicação dos resultados gerados. O modelo do processo de KDD enfatiza a iterativi-
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dade, já que qualquer uma das etapas pode ser revisitada se o resultado obtido não for

satisfatório (Fayyad et al., 1996a,b). Um diagrama esquemático do processo de KDD é

apresentado na Figura 2.1.

Figura 2.1: Passos do processo de KDD segundo (Fayyad et al., 1996b,c)

O processo de KDD proposto originalmente em (Fayyad et al., 1996a) é dividido

em nove etapas. Contudo, este processo vem sendo modificado e melhorado por diversos

pesquisadores da área. Nesta tese o modelo seguido é o apresentado em (Rezende, 2003),

nas quais as etapas do processo de KDD são divididas em 3 grandes grupos descritos a

seguir:

Pré-Processamento: Etapa na qual os dados dispońıveis são preparados para análise,

por meio da realização de operações como limpeza, integração, seleção e transfor-

mação dos dados.

Descoberta de Padrões: Principal etapa do processo de KDD. É nela que os dados

preparados na etapa anterior são enviados a algoritmos de mineração de dados es-

pećıficos, de acordo com o tipo de tarefa de mineração a ser realizada.

Avaliação: Etapa final em que os resultados obtidos pelos algoritmos de mineração de

dados são avaliados quanto à sua utilidade e apresentados por meio de técnicas de

representação de conhecimento e visualização (gráficos, tabelas, regras, etc), para

que possam ser entendidos.
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Um detalhe importante do processo de KDD é a possibilidade da sua aplicação

em grande volume de dados. Quando foi concebido, o processo de KDD obteve inúmeros

adeptos, e com o crescimento do volume de dados, este número se tornou ainda maior.

Com o passar dos anos, novos algoritmos e técnicas têm sido propostos para a mineração

de diversos tipos de dados, já que os dados também têm crescido quanto à variedade.

Entretanto, o grande volume de dados fez com que o foco do processo de KDD não

se restringisse apenas a algoritmos eficientes e rápidos para a descoberta de padrões.

As tarefas de pré-processamento, como a redução do volume de dados se tornaram de

suma importância, pois, apesar do crescente poder computacional, de processamento e

armazenamento, ainda há restrições neste aspecto, já que, o processo de KDD possui um

elevado custo computacional.

2.3 O pré-processamento de dados

Os dados reais tendem a ser incompletos, inconsistentes e com medidas ruidosas, resul-

tantes de medições imperfeitas (Xiong et al., 2006). O pré-processamento de dados é

responsável por melhorar a qualidade dos dados e com isso aumentar a acurácia e efici-

ência do processo de mineração de dados. Além disso, as decisões são baseadas em dados

de qualidade. Outra tarefa importante no pré-processamento é a redução de dados que

ajuda a diminuir o alto custo computacional do processo de KDD. Isso se deve ao fato

que os algoritmos de mineração na sua maioria não escalam bem quando o volume de

dados é muito grande. O pré-processamento de dados é responsável por 80% do esforço

empregado durante o processo de KDD (Zhang et al., 2005) e segundo (Han e Kamber,

2000) compreende as seguintes tarefas:

Limpeza dos dados: Responsável pela remoção de dados ruidosos, valores faltantes e

inconsistentes vindos do processo de coleta dos dados;

Integração: Responsável pela combinação de diversas fontes de dados;

Transformação: Responsável pela transformação dos dados em formatos apropriados;
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Seleção e Redução: Responsável pela seleção de objetos ou atributos obtendo um con-

junto de dados que possua uma representação menor.

Embora todas as etapas do pré-processamento sejam importantes, o foco do tra-

balho desenvolvido nesta tese está centrado na redução do número de elementos, que é

detalhada nas próximas seções.

2.3.1 A redução de dados

A redução do conjunto de dados corresponde à escolha dos elementos ou de atributos que

melhor caracterizam o conjunto de dados como um todo. Esta tarefa tem destaque dentro

do pré-processamento, já que, o tamanho do conjunto de dados interfere drasticamente

no desempenho dos algoritmos de mineração de dados. Diversas técnicas de redução de

dados têm sido usadas para produzir uma resposta aproximada que apresente um alto

custo benef́ıcio, isto é, rapidez na execução dos algoritmos, qualidade e a confiabilidade

nos resultados apresentados.

A tarefa de redução de dados pode ser dividida em três grupos segundo (Rezende,

2003), que são apresentados a seguir.

Redução do número de atributos

A redução do número de atributos é a técnica que visa reduzir o número de atributos que

descrevem o conjunto de dados a ser analisado na etapa de mineração de dados.

O grande número de atributos, também chamado de dimensão do conjunto de

dados, aumenta a complexidade das técnicas de manipulação e degrada o desempenho

dos algoritmos de mineração de dados (Fodor, 2002). Para diminuir esses efeitos, as

técnicas de redução de atributos têm por objetivo representar um conjunto de dados com

um número menor de atributos procurando manter as caracteŕısticas do conjunto.

Os processos de redução de dimensionalidade podem ser divididos em processos

de extração de atributos e processos de seleção de atributos. Um processo de extração

de atributos busca alterar a representação de um conjunto de dados, de maneira que

a nova representação apresente uma dimensão menor do que a representação original,
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procurando manter as caracteŕısticas inerentes da informação armazenada (Hair et al.,

1998). Um processo de seleção de atributos escolhe uma ou mais dimensões do conjunto

que se julga serem mais importantes.

Redução do número de valores de um atributo

A redução do número de valores de um atributo é feita, geralmente, por métodos de dis-

cretização dos valores de um atributo cont́ınuo. A discretização de dados é definida como

sendo o processo de dividir valores cont́ınuos em intervalos (Kotsiantis e Kanellopoulos,

2006).

Os tipos mais comuns de atributos usados na mineração de dados são os atributos

nominais (categóricos), os cont́ınuos e os discretos. Os atributos nominais frequentemente

assumem um número limitado de valores e não existe necessariamente uma relação de

ordem entre os valores. Já, os atributos cont́ınuos podem assumir um número infinito

de valores onde existe necessariamente uma relação de ordem entre eles. Os atributos

discretos são atributos que possuem um número reduzido de valores (em comparação com

os atributos cont́ınuos) e preservam a relação de ordem entre os valores. A discretização é

usada para mapear valores cont́ınuos em discretos quando é necessário reduzir o número

de valores dos atributos e, ao mesmo tempo, manter a relação de ordem entre os valores.

Muitas vezes, a discretização é necessária por exigência do algoritmo de mineração.

Redução do número de elementos

A redução do número de elementos do conjunto tem por objetivo reduzir a quantidade de

dados mantendo as mesmas caracteŕısticas do conjunto original. As técnicas que visam

reduzir o número de elementos do conjunto podem ser classificadas em dois tipos: as que

definem um modelo que representa os dados e com isso armazenar apenas o modelo e seus

parâmetros; e as que selecionam um número pequeno de elementos e os armazenam, para

na fase posterior, aplicar um processo de mineração.

Dentre as técnicas que armazenam um modelo para a representação dos dados

destaca-se a técnica de regressão, que também é considerada uma tarefa de mineração de
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dados e é usada para ajustar uma equação em um conjunto de dados. O método mais

simples de regressão é a regressão linear, que ajusta a equação de uma reta (y = ax+b) e

determina o valor mais apropriado para “a” e “b” para predizer os valores de “y” baseados

nos valores de “x”. Contudo, os dados reais são caracterizados pela não uniformidade na

distribuição, presença de rúıdo e grande número de atributos. Assim, para tais conjuntos

esses modelos se tornam inadequados.

Entre as técnicas que selecionam um conjunto pequeno de elementos do conjunto

original destacam-se as técnicas de histograma e a amostragem de dados (sampling). Esta

última é a mais usada por ser uma técnica simples e que permite a representação reduzida

do conjunto de dados por meio da escolha de alguns elementos.

Os histogramas (Han e Kamber, 2000) são uma técnica bastante tradicional para

a redução do volume de dados. A construção de um histograma consiste em se fazer a dis-

tribuição de frequência de um ou mais atributos, isto é, dividi-los em intervalos disjuntos,

sem intersecção, chamados “buckets” e contar a frequência dos valores dos atributos esco-

lhidos dentro desse intervalo. Os “buckets” são dispostos em um eixo horizontal, enquanto

a altura (área) do “bucket” tipicamente representa a média da frequência dos valores.

Como exemplo pode-se fazer a contagem de quantas pessoas vivem em cada cidade, ou

uma contagem de quantas pessoas há em cada faixa de idade de 10 em 10, começando em

0 e terminando em 60, como mostra a Figura 2.2.

Os tipos mais comuns de histogramas são os chamados “Equal-width” e “Equal-

depth”. O histograma “Equal-width”, divide os atributos em N buckets de tamanhos

iguais, já o histograma “Equal-depth” divide os atributos em N “buckets” de maneira que

a quantidade de elementos em cada “buckets” seja aproximadamente a mesma.

A amostragem de dados é uma técnica que seleciona um subconjunto do conjunto

original para ser processado pela tarefa de mineração. A escolha do subconjunto pode

ser feita de maneira aleatória ou segundo algum critério, como está detalhado na próxima

seção. As técnicas de amostragem tendem a ser bastante eficientes e rápidas sendo por

isso escolhida como o foco de estudo desta tese para o pré-processamento dos dados.
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Figura 2.2: Exemplo de um histograma representando a quantidade de pessoas em um
faixa etária - buckets de tamanho 10

2.3.2 Amostragem de dados

Amostragem de dados é um processo que seleciona alguns elementos do conjunto de dados

para compor um subconjunto chamado amostra, tal que n < N , sendo que N representa

o número total de elementos do conjunto original e n o tamanho da amostra S (Cochran,

1977).

A amostra S deve ser representativa, isto é, deve conservar caracteŕısticas consi-

deradas importantes pelo processo que utilizará a amostra, de maneira que os resultados

obtidos usando apenas a amostra S sejam (quase) os mesmos obtidos quando usa-se todo

o conjunto de dados. Um exemplo t́ıpico de aplicação prática da amostragem é a escolha

de entrevistados para pesquisas de opinião pública, como eleições, avaliação de produtos,

etc.

A amostragem de dados é uma técnica que tem sido aplicada com sucesso na

preparação dos dados para a mineração dos mesmos de maneira mais rápida e eficaz.

As tarefas de mineração de dados que mais fazem uso das técnicas de amostragem de

dados são as técnicas de classificação e detecção de agrupamentos. No caso das técnicas

de classificação a amostragem pode ser estratificada, usando a classe como atributo de

estratificação. As técnicas de amostragem têm sido usadas com bastante eficácia para
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conjuntos em que as classes possuem tamanhos muitos diferentes, como apresentado no

Editorial (Chawla et al., 2004), chamados conjuntos desbalanceados (Batista et al., 2004;

Chawla et al., 2005; Chen et al., 2009; Lu et al., 2008).

As técnicas de amostragem de dados podem ser usadas na preparação dos dados em

diversas tarefas de mineração de dados, tais como: regras de associação (Chakaravarthy et

al., 2009; Chen et al., 2002; Toivonen, 1996; Zaki et al., 1996), descoberta de agrupamento

(Appel et al., 2007a, 2006, 2007b; Chehreghani et al., 2008; Fernandes et al., 2008; Kollios

et al., 2003; Nanopoulos et al., 2006; Palmer e Faloutsos, 2000) e também na área de

banco de dados ajudando na estimativa de custo de consultas e consultas aproximadas

(Chaudhuri et al., 2007; Haas et al., 1995; Joshi e Jermaine, 2009; Ling, 1995; Olken e

Rotem, 1995), data streams (Braverman et al., 2009; Chuang et al., 2009) e na mineração

de grafos (Bar-Yossef e Gurevich, 2008; Krishnamurthy et al., 2007; Leskovec e Faloutsos,

2006; Tsourakakis et al., 2009). Esta última é abordada em mais detalhes no Caṕıtulo 3.

A escolha da técnica de amostragem de dados mais adequada é dependente da ta-

refa de mineração a ser usada, bem como das caracteŕısticas dos dados, como distribuição

e presença de rúıdo. A amostragem de dados é caracterizada segundo a metodologia usada

para escolher os elementos do subconjunto S (Cochran, 1977; Han e Kamber, 2000). Os

principais tipos de amostragem são apresentados a seguir.

Amostragem Uniforme sem Repetição

Consiste em escolher uma amostra de um conjunto de dados, tal que todos os elemen-

tos do conjunto tenham a mesma probabilidade de serem selecionados. Neste tipo de

amostragem, um elemento que foi selecionado não retorna para o conjunto para ser dispo-

nibilizado para a amostragem novamente. Assim, a probabilidade de um dado elemento

estar em S na amostragem uniforme é 1/N . Este tipo de amostragem é a mais simples e

a mais usada. Contudo, ela é mais vulnerável a distorções devido ao processo aleatório,

especialmente nos conjuntos desbalanceados. Suponha que no conjunto há dois grupos,

que não são conhecidos pelo processo de amostragem, um grupo com 5000 elementos e

o outro com 50 elementos, e se queira realizar uma amostragem de 1% do conjunto (50
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elementos). Por ser uma quantidade pequena de elementos selecionados para a amostra,

a chance é pequena de um elemento do grupo com 50 elementos ser escolhido.

Grande parte das técnicas de redução de elementos está baseada na amostragem de

dados uniforme. No entanto a uniformidade na distribuição de valores e a independência

entre atributos são propriedades bastante incomuns em dados do mundo real. Usualmente,

dados reais são caracterizados pela ampla presença de correlações entre seus atributos e

pela não uniformidade na sua distribuição. Assim, para esse tipo de dado, a amostragem

balanceada é a mais aplicável.

Amostragem Uniforme com Repetição

Consiste em escolher uma amostra de um conjunto de dados, tal que todos os elementos

do conjunto tenham a mesma probabilidade de serem selecionados. Neste tipo de amos-

tragem, um elemento que foi selecionado retorna para o conjunto, para ser disponibilizado

para a amostragem novamente.

Amostragem Sistemática

Apresenta caracteŕısticas parecidas com a amostragem uniforme. Entretanto, nesta amos-

tragem é necessário primeiro ordenar o conjunto em uma sequência, para em seguida,

utilizar um intervalo fixo para escolher os elementos do conjunto. Por exemplo, em uma

sequência retira-se um elemento de 5 em 5. Contudo é fácil notar que a amostragem

sistemática é vulnerável à periodicidade da sequência criada.

Amostragem Estratificada

Este tipo de amostragem divide o conjunto de dados em subconjuntos, chamados strata,

por meio de um ou mais atributos e depois faz uma amostragem uniforme em cada um dos

subconjuntos gerados criando, no final, apenas uma única amostra S. A divisão pode ser

baseada em um atributo classificador do conjunto, por exemplo, masculino e feminino. A

amostragem estratificada é um pouco mais eficiente que a amostragem uniforme, já que,

por dividir o conjunto em subconjuntos, permite a inferência de caracteŕısticas espećıficas
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de cada subgrupo. Entretanto, muitas vezes é necessário criar diferentes subconjuntos

usando atributos diferentes, para assim obter um melhor entendimento do conjunto de

dados.

Amostragem por Agrupamento

Assim como a regressão, a detecção de agrupamentos pode ser vista como uma técnica para

o redução do volume de dados. Como é visto em detalhes nas seções seguintes, a técnica

de detecção de agrupamento tem por objetivo particionar o conjunto de dados em grupos.

Com isso, para a redução de dados, basta escolher um ou mais elementos representantes

de cada grupo para compor a amostra S. Entretanto, esta é uma técnica custosa, já que,

as técnicas de detecção de agrupamento exigem um alto custo computacional.

Amostragem Balanceada

A amostragem balanceada consiste em escolher uma amostra do conjunto de dados de

maneira que alguns elementos tenham uma probabilidade maior de serem escolhidos do

que outros elementos do conjunto. Esse desbalanço pode ser determinado por fatores

como a variação na densidade na distribuição dos dados. Por exemplo, em um conjunto

que possui mais homens do que mulheres, escolhe-se a mesma quantidade de homens e

mulheres. Para a realização desse desbalanço duas técnicas são aplicadas, o “oversample”

e o “undersample”.

• O oversample consiste em recuperar mais elementos de uma região cuja densidade,

isto é, a concentração de número de elementos, é menor do que em outras regiões

do conjunto. Desta maneira, a representatividade desta região na amostra é aumen-

tada, já que, dependendo do tamanho do conjunto amostra, a realização de uma

amostragem uniforme nesta região não recuperaria uma quantidade suficiente de

pontos que permitisse o algoritmo de detecção de agrupamentos detectá-la. Quando

o número de elementos da região em que esta se realizando o oversample é menor

do que a quantidade de elementos que se deseja recuperar, pode se adotar duas

abordagens: inserir o mesmo elemento mais de uma vez no conjunto amostra ou
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criar elementos fict́ıcios para esta região. Contudo, esta inserção pode causar erro

no pós-processamento dos dados na etapa de mineração dos dados.

• O undersample consiste em recuperar menos elementos de uma região cuja densidade

é maior do que em outras regiões do conjunto. Assim, a representatividade desta

região na amostra é reduzida, diminuindo a diferença entre as regiões com mais e

menos elementos.

Essas técnicas são aplicadas quando deseja-se realizar uma amostragem de um con-

junto de dados com regiões ou grupos de densidade muito diferentes. Dessa maneira re-

giões menos densas, isto é, com menos elementos, são representadas no conjunto amostra.

Analogamente, regiões mais densas têm a sua representação reduzida sendo representadas

no conjunto amostra de uma maneira menos discrepante em relação a outras regiões.

Grid Biased Sampling - GBS

O problema da amostragem balanceada para detecção agrupamentos foi introduzido por

Palmer e Faloutsos em (Palmer e Faloutsos, 2000) com o algoritmo chamado GBS - Grid

Biased Sampling. A proposta apresentada por eles é baseada em uma abordagem da

construção de um reticulado sobre os dados. Como o número de agrupamentos não é

conhecido a priori, um reticulado é constrúıdo dividindo os dados em grupos. Os elementos

de cada uma das células do reticulado são mapeados em uma tabela hash que será usada

pelo algoritmo para realizar a amostragem. A quantidade de elementos a ser amostrada

em cada parte da tabela hash é definida pelo valor e que está entre 0 e 1. Se e é próximo de

0 o algoritmo se assemelha a uma amostragem uniforme e se está próximo de 1 o algoritmo

seleciona uma quantidade igual de elementos em cada uma das partes da tabela hash. O

valor recomendado para e segundo os autores é 0, 5. Um exemplo de como os elementos,

de cada uma das células do reticulado, são mapeados para a tabela hash é apresentado

na Figura 2.3.

O algoritmo GBS é afetado pela colisão e pela existência de rúıdo, como mostram os

experimentos realizados nesta tese e em outros trabalhos (Kollios et al., 2003; Nanopoulos

et al., 2006).
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Figura 2.3: Exemplificação do algoritmo GBS (Palmer e Faloutsos, 2000)

Density Biased Sampling - DBS

Outro algoritmo proposto para o problema da amostragem balanceada é o DBS (Density

Biased Sampling) apresentado em (Kollios et al., 2003). Neste algoritmo, os elementos

são adicionados na amostra baseado na densidade local do conjunto de dados. Para a

determinação da densidade local são utilizados métodos de estimação de densidade para

contabilizar a relação de cada elemento com a sua vizinhança.

Particularmente, para um elemento x, f(x) denota a função de estimação de den-

sidade. Se f(x) > 1, então a densidade de x é maior que a densidade média do espaço

inteiro e se f(x) < 1 então a densidade de x é menor que a densidade média do espaço

inteiro. De acordo com isto, um elemento x é inclúıdo na amostra com probabilidade:

P (incluindo elemento x) =
n

k
fa(x) (2.1)

Na Equação 2.1, n é o tamanho da amostra esperada, k =
∑

x f
a(x) (usado para

normalização do valor da probabilidade para ser menor ou igual a um) e a é o parâmetro

de ajuste que muda conforme o tipo de conjunto utilizado.

Os resultados experimentais apresentados em (Kollios et al., 2003) mostram que
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o método DBS melhora a qualidade da amostragem comparada com o GBS (Palmer e

Faloutsos, 2000) e com a amostragem uniforme (US). Entretanto, a computação do esti-

mador de densidade requer muito tempo computacional, já que, ele requer várias leituras

do conjunto de dados e muito processamento, tornando-o impraticável para a tarefa de

pré-processamento dos dados. Evidentemente, no caso de não ocorrer atualizações no

conjunto de dados, o estimador de densidade (para cada elemento) pode ser computado

apenas uma vez e, depois, esta informação pré-computada pode ser usada cada vez que

o DBS é aplicado. Contudo, esta abordagem ainda requer (durante a execução DBS) o

exame de cada elemento, o qual requer alto custo de processamento e de I/O.

R-Tree Sampling

Outra proposta de amostragem balanceada é apresentada em (Nanopoulos et al., 2006),

na qual o autor propõe a criação de um ı́ndice espacial baseado na R-Tree para poste-

rior execução da amostragem. A ideia desta abordagem é explorar o agrupamento dos

dados inerente a organização dos dados em nós nas estrutura de indexação espacial. A

organização dos elementos na R-Tree, para o propósito da amostragem balanceada, apre-

senta limitações, como a capacidade dos nós da R-tree, a divisão do nó em dois quando

necessário e a dimensionalidade também influencia bastante o desempenho da estrutura.

Seja L o conjunto de nós folhas da R-Tree. Como é desejado que os elementos per-

tencentes ao mesmo nó folha tenham a mesma probabilidade de ser inclúıdos na amostra,

a mesma densidade local é atribúıda a todos os elementos de um nó folha. Seja fi o a

capacidade de um nó folha i. Consequentemente, uma aproximação da densidade local

do elemento pode ser determinada utilizando o número fi de cada nó folha i, dividido

pelo volume do MBRi (para o espaço 2D isto corresponde a área do MBR). Este valor da

densidade é o mesmo de todos os elementos de i e é denotado por Si como apresentado

na equação 2.2.

Si =
fi

V olume(MBRi)
, i ∈ L (2.2)

Dentre os métodos supracitados, o algoritmo DBS e a amostragem baseada na
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R-Tree foram os métodos que apresentaram melhores resultados para os dados desbalan-

ceados e com rúıdos.

2.4 Mineração de dados

A mineração de dados é definida como sendo um conjunto de técnicas, procedimentos

e algoritmos utilizados para a extração de padrões e conhecimento dos dados. Muitas

vezes o termo mineração de dados é usado de maneira errônea como sinônimo de KDD.

Contudo, a mineração de dados é simplesmente um dos passos do processo mais amplo

de KDD.

Nos últimos anos a mineração de dados se estendeu para a mineração de estruturas

mais complexas e com isso vem recebendo novas denominações como mineração relacional

de dados, mineração de ligações e mineração de grafos.

Mineração de Dados: visa a descoberta de padrões em um conjunto de dados repre-

sentados por uma única tabela;

Mineração Relacional de dados: visa a descoberta de padrões em um conjunto de

dados representados por mais de uma tabela;

Mineração de Ligações: visa a descoberta de padrões em um conjunto de dados re-

presentados por mais de uma tabela sendo que a enfase da mineração esta na ligação

entre as tabelas;

Mineração de Grafos: visa a descoberta de padrões em conjunto de dados represen-

tados como grafos.

Os trabalhos desenvolvidos nesta tese estão diretamente relacionados com a mi-

neração de dados tradicionais e a mineração de grafos, assim, somente essas duas serão

detalhas. Neste Caṕıtulo será detalhada a mineração de dados tradicionais e no Caṕıtulo 3

a mineração de grafos.

As tarefas de mineração de dados podem ser classificadas como de predição ou des-

crição. As tarefas de predição são responsáveis pela construção de modelos para predizer o
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comportamento dos dados, por exemplo, a classificação e regressão, enquanto as tarefas de

descrição são responsáveis por procurar padrões e propriedades presentes nos dados, como

a detecção de agrupamento e as regras de associações. Dentre as tarefas de mineração

destacam-se as tarefas de classificação, regras de associação e detecção de agrupamentos.

Esta classificação se estende aos outros tipos de tarefa de mineração. No Caṕıtulo 3 serão

apresentadas as principais técnicas de mineração para dados representados como grafos

2.4.1 Classificação

A tarefa de classificação é definida como sendo o processo de encontrar modelos ou funções

que descrevem e distinguem conceitos ou classes dos dados a fim de ser capaz de utilizar

o modelo criado para predizer as classes, que são representadas por um atributo discreto,

dos elementos que possuem este atributo desconhecido. Os modelos são derivados a partir

de um conjunto de dados previamente classificado (Han e Kamber, 2000; Rezende, 2003).

A classificação também pode ser usada, em muitas aplicações, para predizer valores

de atributos perdidos ou não dispońıveis sem ser as classes. A regressão é de maneira geral

similar quanto a sua definição em relação à classificação, sendo a grande diferença que o

atributo a ser predito é cont́ınuo e não discreto.

2.4.2 Regras de Associação

A análise de regras de associação (Agrawal e Srikant, 1994) é a descoberta de regras que

descrevem padrões de relacionamento entre itens de uma base de dados que ocorrem fre-

quentemente juntos. Estas regras representam combinações de itens que ocorrem com

frequência em uma base de dados. Uma de suas aplicações t́ıpicas é a análise de transa-

ções de compra (market basket analysis). A partir de uma base de dados que armazena

produtos comprados por clientes, por exemplo, de um supermercado ou de uma loja de

departamentos, uma estratégia para a mineração de regras de associação poderia gerar

o seguinte exemplo: fralda ∧ sábado → cerveja. Esta regra é usada para indicar que os

clientes que compram fraldas ao sábado, tendem também a comprar cerveja.
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2.4.3 Detecção de agrupamentos

A atividade de detecção de agrupamentos pode ser definida como sendo o processo de

organização de elementos de um conjunto em grupos, cujos membros são similares em

alguma caracteŕıstica. Sendo assim, o problema de agrupamento de dados é determinar

os grupos intŕınsecos de um conjunto de dados sem rótulos. Um exemplo é mostrado na

Figura 2.4, na qual alguns dados são agrupados com k = 3 utilizando a caracteŕıstica de

proximidade (Han e Kamber, 2000; Jain et al., 1999; Rezende, 2003).

Figura 2.4: Um exemplo de um conjunto de dados agrupado em três grupos.

Usualmente, os algoritmos de agrupamentos de dados sofrem de problemas de

tempo e complexidade, quando o volume dos dados aumenta em tamanho e dimensão.

Com o aumento do volume de dados acumulados nas últimas décadas, a necessidade de

que estes sejam analisados e o surgimento de conjuntos de dados de diversos tipos e

distribuições fez com que diversos pesquisadores concentrassem seus esforços na tentativa

de tornar o processo de detecção de agrupamentos posśıvel também para grandes bases

de dados (Berkhin, 2002; Carpineto et al., 2009; Han e Kamber, 2000; Kriegel et al., 2009;

Lee et al., 2008).

A detecção de agrupamentos de dados é uma das principais técnicas empregadas

no processo de KDD, podendo ser aplicada ou como ferramenta isolada, tendo como

objetivo explorar a distribuição do conjunto de dados ou, como visto anteriormente, como

uma tarefa de pré-processamento para outras técnicas. Os algoritmos de detecção de
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agrupamentos podem ser classificados como: por particionamento, hierárquicos ou por

densidade.

Particionamento

Dado um conjunto de N elementos, os métodos de particionamento constroem k partições

de dados, em que cada partição representa um agrupamento, sendo k ≤ N . Em suma, o

método divide os dados em k grupos que satisfazem as seguintes condições:

1. cada grupo deve conter ao menos um elemento;

2. cada elemento deve pertencer a exatamente um grupo.

Algoritmos de detecção de agrupamento baseados em particionamento requerem o

número de partições k usualmente fornecido pelo usuário. O processo se inicia criando-se

uma partição inicial e depois melhorando-a, movendo-se os elementos de uma partição

para outra. Há vários critérios para avaliar a qualidade de uma partição, sendo a mais

comum a proximidade entre os elementos. Os dois métodos de detecção de agrupamentos

baseados em particionamento mais conhecidos são o k-medoid (Ng e Han, 1994) e o k-

means (MacQueen, 1967).

No algoritmo k-means, cada agrupamento é representado pelo seu elemento central,

ou seja, pela média (ou média ponderada) dos elementos que o compõe (pelos centroides),

enquanto no algoritmo de k-medoid, o representante de cada agrupamento é o elemento

que esta o mais próximo posśıvel do centro do agrupamento. Os três algoritmos basea-

dos em k-medoids mais conhecidos são: PAM (Partitioning Around Medoids), CLARA

(Clustering LARge Applications) e CLARANS (Clustering Large Applications based upon

RANdomized Search) (Kaufman e Rousseeuw, 2005). O algoritmo PAM foi um dos pri-

meiros algoritmos desenvolvidos tendo como base o algoritmo k-medoid, que baseia-se em

um processo de otimização iterativo, que avalia o efeito da troca de um objeto medóide

por um objeto não-medóide na qualidade do agrupamento resultante.

A complexidade computacional elevada do algoritmo PAM motivou o desenvol-

vimento do algoritmo CLARA, um algoritmo de agrupamento baseado em amostragem
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(sampling) (Kaufman e Rousseeuw, 2005). A ideia fundamental desse algoritmo consiste

em selecionar os k medóides de um conjunto de dados a partir da análise de apenas uma

pequena amostragem desses dados. O CLARA seleciona várias amostras de um conjunto

de dados, aplica o PAM em cada amostra e retorna como sáıda o melhor conjunto de

medóides obtidos a partir dessas amostras. Nesse algoritmo, a qualidade do agrupamento

obtido está relacionada ao tamanho das amostras, que é definido pelo usuário antes de

sua execução.

O algoritmo CLARANS foi desenvolvido para a mineração de dados espaciais (Ng

e Han, 1994). Ele utiliza uma estratégia baseada em busca aleatória com o objetivo

de superar ambos PAM e CLARA em relação à eficiência computacional (complexidade

computacional ou tempo de processamento) e à qualidade do agrupamento resultante

(distorção média ou distância entre os objetos e seus medoides), respectivamente.

Os algoritmos baseados em particionamento usualmente são adequados para con-

juntos pequenos, com agrupamentos em formato de bola e com pouco rúıdo. Para outros

tipos de dados, como os desbalanceados ou com agrupamentos de diferentes formatos, os

algoritmos de particionamento precisam ser estendidos.

Hierárquicos

A base dos algoritmos de detecção de agrupamentos hierárquico é a criação de uma hie-

rarquia de agrupamentos, formada por vários ńıveis de partições aninhadas do conjunto

de dados. De acordo com o modo como a hierarquia de agrupamentos é constrúıda, os

métodos empregados por esse tipo de algoritmo podem ser divididos em: aglomerativos

(bottom-up) ou divisivos (top-down).

Os métodos aglomerativos começam com cada elemento sendo um agrupamento.

Nos passos seguintes são feitas as junções desses agrupamentos em agrupamentos maiores.

Os métodos divisivos começam com o conjunto todo sendo um único agrupamento que é

dividido em agrupamentos menores sucessivamente pelo algoritmo, até chegar ao número

de agrupamentos desejados. Os métodos divisivos raramente são aplicados. Como exem-

plo dos algoritmos aglomerativos tem-se o BIRCH (Zhang et al., 1996) e o CURE (Guha
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et al., 1998).

O algoritmo BIRCH (Balanced Iterative Reducing and Clustering using Hierar-

chies) utiliza uma estrutura em árvore especializada para realizar o agrupamento de

grandes conjuntos de dados multidimensionais. Para tanto, ele calcula incrementalmente

descrições compactas de subagrupamentos dos dados, chamadas de caracteŕısticas do agru-

pamento (Clustering Feature - CF ). As CFs são organizadas em uma árvore balanceada

constrúıda por meio da busca sequencial sobre todo o conjunto, de maneira similar à cons-

trução da B+-tree. Os valores das CFs são suficientes para obter informações sobre todo

o conjunto de dados como centroides, raio e diâmetro. O algoritmo BIRCH foi o primeiro

algoritmo a manusear dados que possuem rúıdo. Entretanto, ele mantém a caracteŕıstica

dos algoritmos de particionamento ao encontrar somente agrupamentos com formato de

bola.

O CURE é um algoritmo hierárquico aglomerativo que utiliza uma poĺıtica mista

para o cálculo da distância entre dois agrupamentos, a cada iteração. Esta poĺıtica é

uma mistura entre a poĺıtica dos centroides (onde a distância entre dois agrupamentos

é a distância entre seus centros de gravidade) e a chamada poĺıtica MST (Minimum

Spanning Tree) em que a distância entre dois agrupamentos é igual à distância mı́nima

entre dois elementos, um em cada agrupamento. Entretanto, a sua complexidade é O(N2),

usando a amostragem uniforme para ajustá-lo a grandes conjuntos de dados. O CURE,

assim como os outros métodos, não consegue manusear agrupamentos desbalanceados.O

CURE é capaz de encontrar agrupamentos com formas arbitrárias o que normalmente

não acontece com os métodos por particionamento. Além disso, este algoritmo também

é robusto quanto à presença de rúıdos e uma maior quantidade de atributos (dimensões)

(Ertoz et al., 2003).

Densidade

Algoritmos de detecção de agrupamentos baseados em densidade são utilizados para a

descoberta de agrupamentos de formato arbitrário, especialmente em conjuntos que pos-

suem dados ruidosos. Neste tipo de método, um agrupamento é considerado uma região
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em que a densidade de elementos excede um limiar, isto é, para cada elemento de um

agrupamento, a vizinhança em até um determinado raio tem que conter uma quantidade

mı́nima de elementos. O algoritmo DBScan (Density Based Spatial Clustering of Appli-

cations with Noise) (Ester et al., 1996) é o principal representante desta categoria. As

Figuras 2.5 (a) e (b) comparam os resultados da detecção de agrupamentos feita sobre

três conjuntos de dados com o algoritmo CLARANS e com o DBSCAN, mostrando a

capacidade de discriminação do DBSCAN.

(a) CLARANS (b) DBSCan

Figura 2.5: Agrupamentos detectados pelos algoritmos CLARANS e DBSCan (Ester et
al., 1996)

Os algoritmos de detecção de agrupamentos apresentados requerem sempre que

o número de agrupamentos k a serem encontrados seja fornecido como parâmetro. O

DBScan requer apenas dois parâmetros: ε - a distancia máxima em que a vizinhança de

um elemento deve ser encontrada; e o minPts - o número mı́nimo de elementos necessários

para a formação de um agrupamento. O algoritmo começa com um elemento qualquer do

conjunto que não foi visitado. A sua vizinhança ε é recuperada e se ela contém pelo menos

minPts elementos, um agrupamento é formado. Caso contrário, o elemento é rotulado

como rúıdo. Note que este elemento pode ser encontrado como vizinhança de um outro

elemento futuramente e assim ser parte de um agrupamento.

Se um elemento é encontrado para ser parte de um agrupamento, sua vizinhança

ε é também parte do agrupamento. Consequentemente, todos os elementos que forem en-

contrados na vizinhança ε são adicionados, bem como a vizinhança de cada elemento. Este

processo continua até um agrupamento ser completamente encontrado. Então, um novo

elemento ainda não visitado é processado, levando a descoberta de um novo agrupamento

ou rúıdo.
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Figura 2.6: Exemplificação do processo realizado pelo algoritmo DBSCan

A Figura 2.6 apresenta o processo feito pelo DBSCan explicado acima. Primei-

ramente o elemento p é visitado e sua vizinhança encontrada. Em seguida, a vizinhança

de cada elemento da vizinhança de p é recuperada e inclúıda no agrupamento. Na Fi-

gura 2.6 é apresentado somente a recuperação da vizinhança do elemento q pertencente a

vizinhança do elemento p.

O algoritmo de detecção de agrupamentos usado para avaliar a amostragem ba-

lanceada desenvolvida nesta tese foi o DBScan. Dentre as razões da sua escolha estão: o

número de agrupamentos a ser detectado não precisar ser definido pelo usuário, ele pode

trabalhar com agrupamentos com formatos arbitrários, tamanhos e densidades distintas,

ele não é suscet́ıvel a rúıdo e admite uma grande quantidade de atributos.

2.5 Considerações finais

Neste Caṕıtulo foram apresentados alguns conceitos sobre o processo de descoberta de

conhecimento com enfoque na mineração tradicional dos dados com especial atenção na

redução de elementos no pré-processamento dos dados. No Caṕıtulo 3 são apresentadas as

técnicas para a descoberta de conhecimento em dados modelados como grafos, juntamente

com a principais técnicas de mineração de redes complexas e suas propriedades estat́ısticas,

além dos conceitos vindos da teoria dos grafos.

Como foi apresentado neste Caṕıtulo, as técnicas de pré-processamento são impor-

tantes para o sucesso e eficiência na análise dos dados. A amostragem de dados tem

destaque no pré processamento, por ser um método rápido, que agiliza o processo de mi-

neração de dados de maneira eficiente. Uma estratégia comumente usada para melhorar
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a eficiência dos algoritmos de detecção de agrupamentos é a redução do número de ele-

mentos processados por meio da realização de uma amostragem (sampling) do conjunto

de dados.

A utilização de técnicas de amostragem mostrou-se especialmente útil para os

métodos que realizam várias iterações considerando diferentes inicializações, como o algo-

ritmo CLARANS que, dentre os algoritmos de agrupamento baseados no método k-medoid

é o algoritmo que apresenta o melhor custo benef́ıcio entre tempo de processamento e qua-

lidade de agrupamento, embora a sua complexidade computacional ainda seja de O(N2)

no número de instâncias no conjunto de dados.

Os conjuntos de dados reais são tradicionalmente caracterizados pela não unifor-

midade, alta quantidade de atributos e presença de rúıdo. A amostragem balanceada

permite a redução do conjunto de dados em número de elementos e a diminuição da

quantidade de rúıdo, fazendo com que a mineração do conjunto seja mais rápida e com

melhores resultados.

No Capitulo 4 serão apresentados os resultados alcançados pelo algoritmo BBS,

desenvolvido neste trabalho para a realização da amostragem balanceada, juntamente com

os algoritmos GBS, DBS e a amostragem uniforme. Como será visto, o algoritmo BBS

tem um desempenho superior.

Como será visto no Caṕıtulo 3 e 5 a redução também pode ser aplicada em grandes

redes complexas, modeladas como grafos, para extração eficiente de propriedades estat́ıs-

ticas e assim agilizar o processo de mineração de redes complexas.
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Caṕıtulo

3

Redes Complexas: Conceitos, história e

aplicações

3.1 Considerações Iniciais

O estudo de redes complexas tem uma longa história entre os matemáticos e os

cientistas. Em 1736, o matemático Leonard Euler interessou-se pelo problema

chamado “As pontes de Königsberg”. A cidade de Königsberg fica nas margens do rio

Pregel na Prússia, atualmente a cidade de Kaliningrado na Rússia, e é constitúıda de

duas ilhas. A cidade é conectada às ilhas por sete pontes, como mostrado na Figura 3.1

(a). Um morador da cidade fez a seguinte proposição: “Há algum caminho que cruze as

sete pontes apenas uma única vez?”. A lenda diz que as pessoas da cidade de Königsberg

gastaram muitas horas tentando encontrar uma solução antes que o matemático Euler

provasse que não havia nenhum caminho posśıvel (Newman et al., 2006).

A prova que hoje parece trivial, mas que não era tão óbvia em 1736, transforma

o mapa em um grafo - um objeto matemático consistindo de pontos, que são chamados

vértices ou nós, e as ligações entre esses pontos, chamadas de arestas. O objetivo de

35
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(a) (b)

Figura 3.1: (a) Mapa de Königsberg (b) Grafo representando o problema das pontes de
Königsberg (Newman et al., 2006).

um grafo é abstrair os detalhes do problema original exceto a conectividade. No grafo

de Königsberg há quatro vértices representando os quatro pontos de terra e sete arestas

representando as pontes que ligam as porções de terra, conforme mostrado na Figura 3.1

(b). Assim, o problema das pontes pode ser refraseado para uma linguagem matemática

e a pergunta modificada para saber se há um caminho Euleriano no grafo em questão

(Newman et al., 2006).

Um caminho Euleriano é definido como sendo um caminho que usa cada aresta

apenas uma única vez. Euler provou que, para que o caminho exista, é necessário que

ele contenha uma aresta para “entrar” e outra para “sair” de cada vértice, com exceção

do primeiro e último vértice. Assim, para um grafo ser Euleriano, todos os nós devem

ter número de arestas pares (entrando e saindo) ou exatamente dois nós com número de

arestas ı́mpares no grafo. O grafo que representa o problema das pontes contém todos

os vértices com grau ı́mpar, por isso não há solução para o problema apresentado. O

problema da existência de um caminho Euleriano, bem como um caminho Hamiltoniano

- na qual os vértices são visitados uma única vez - ainda são de grande interesse dos

matemáticos (Newman et al., 2006).

Muitos consideram a prova de Euler como sendo o primeiro teorema no campo, hoje

bem desenvolvido, da matemática discreta conhecido como teoria dos grafos. Passados
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três séculos, a teoria dos grafos se tornou a principal linguagem matemática para descrever

as propriedades das redes complexas.

As redes complexas, ou simplesmente redes, são um conjunto de elementos discretos

que são representados pelos vértices e arestas, que são um conjunto de conexões entre os

vértices. Os elementos e suas conexões podem representar, por exemplo, pessoas e ligações

de amizade, computadores e linhas de comunicação (Faloutsos et al., 1999), componentes

qúımicos e reações (Jeong et al., 2000), artigos e citações (Redner, 1998), entre outros.

Um exemplo gráfico de uma rede biológica é apresentado na Figura 3.2.

Os grafos são capazes de abstrair os detalhes do problema ao descreverem caracte-

ŕısticas topológicas importantes com uma clareza que seria imposśıvel se todos os detalhes

fossem mantidos. Essa foi uma das razões por que a teoria dos grafos se espalhou, especial-

mente nos últimos anos, e tem sido utilizada por engenheiros, cientistas da computação e

em especial por sociólogos.

Figura 3.2: Rede Biológica representada graficamente.

Entretanto, o tamanho dos grafos analisados, principalmente por sociólogos e cien-

tista da computação, cresce rapidamente, sendo a Web a principal fonte para este tipo de

dado. As redes sociais se destacam pelo seu tamanho e aumento constante. Um exemplo

é o número de usuários ao final de 2008 nas redes FaceBook (www.facebook.com) com

cerca de 175 milhões de usuários, Orkut (www.orkut.com) com 47 milhões de usuários e
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Flickr (www.flickr.com) com 7 milhões de usuários.

Com isso, os questionamentos feitos por pesquisadores mudaram também, princi-

palmente na escala. Um exemplo é a tradicional pergunta “Qual nó deve ser removido

para o grafo se partir em dois?” que foi adaptada para “Qual o conjunto mı́nimo de nós

que deve ser removido para o grafo se partir em dois?”.

Esta mudança de escala fez com que novos algoritmos e propriedades, espećıficas

para redes complexas, mas que usam a teoria dos grafos como base, fossem desenvolvi-

das. Isso se deve ao fato de que muitos algoritmos tradicionais da teoria dos grafos são

exaustivos, isto é, testam todas as possibilidades no grafo até encontrar uma resposta ou

esgotar as possibilidades. Essa solução é, na prática, inexeqúıvel para grafos reais com

centenas de milhares de nós e arestas ou mais.

Neste Caṕıtulo são apresentados os conceitos básicos da teoria dos grafos, a ter-

minologia e notação utilizadas nesta tese. Também será apresentado um resumo da área

de mineração de grafos, com as principais tarefas e algoritmos existentes e que são base

para o entendimento dos trabalhos desenvolvidos nesta tese.

3.2 Conceitos Básicos e Definições

A seguir são definidos brevemente os conceitos e a terminologia que são utilizados no

decorrer dessa tese para a área de redes complexas. Primeiramente é apresentada a teoria

básica de grafos e, em seguida, são apresentadas as principais propriedades e modelos que

hoje são importantes para a análise das redes complexas.

3.2.1 Teoria dos Grafos: conceitos

Um grafo G = (V ,E) é definido como um conjunto de vértices V e um conjunto de arestas E ,

sendo que |V| = N denota o número de nós e |E| = M denota o número de arestas, sendo

ek ∈ E e ek = {(vi, vj)|vi, vj ∈ V}. Os termos nó ou vértice são considerados sinônimos.

Nesta tese será usado o termo nó para referenciar os elementos do conjunto de vértices V

e similarmente o termo aresta para referenciar os elementos do conjunto de arestas E , que



3.2 Conceitos Básicos e Definições 39

também tem na literatura os seguintes sinônimos: links, hops, ligações ou conexões.

Uma maneira conveniente de representar um grafo G em um computador é usar

uma matriz de adjacência, que é uma matriz A quadrada N ×N , sendo N = |V|, em que

Ai,j = 1 se (vi, vj) ∈ E e 0 caso o contrário. Neste Caṕıtulo são apresentadas algumas

propriedades importantes dos grafos, baseadas diretamente na sua matriz de adjacência.

Apresentam-se agora alguns conceitos básicos que serão usados nesta tese:

• Grafos Direcionados e Não Direcionados: um grafo é não direcionado se

{(vi, vj) ∈ E ⇔ (vj, vi) ∈ E}, isto é, as aresta são pares de nós sem ordem. Se um

par de nós é ordenado, isto é, arestas tem direção, então o grafo é direcionado,

também chamado de d́ıgrafo.

• Vizinhança de um Nó: a vizinhança ou adjacência N (vi) de um nó vi é N (vi) =

{vj|(vi, vj) ∈ E}.

• Grau do Nó: o nó vi tem grau d(vi) se ele tem |N (vi)| nós incidentes. Para grafos

direcionados, o grau de um nó pode ser dividido em “grau de sáıda”, dout(vi) que é

o número de arestas entram pelo nó vi e “grau de entrada”, din(vi) que é o número

de arestas que saem para o nó vi.

• Triângulo: em um grafo não direcionado um triângulo, também conhecido

como fechamento transitivo, é uma tripla de nós conexos (u, v, w), tal que,

(u, v), (v, w), (w, u) ∈ E

• Caminho: é uma sequência de nós conectados entre si, P (v1, vN) =

(v1, v2, v3, ..., vn), tal que, entre cada par de vértice existe uma aresta

(v1, v2), (v2, v3), ..., (vn−1, vn) ∈ E . Um caminho é simples se nenhum vértice se

repete. Dois caminhos são independentes se somente o primeiro e o último vértice

são comuns à eles.

• Comprimento de um caminho: é o número de arestas que o caminho contém.

O menor caminho entre dois nós P (vi, vj) é o caminho de menor número de arestas

que ligam os dois nós.
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• Ciclo ou Circuito: é um caminho que começa e acaba no mesmo vértice -

P (vi, vi). Ciclos de comprimento 1 são chamados laços. Um ciclo simples é um ciclo

que tem comprimento de, no mı́nimo, 3 e no qual o vértice inicial só aparece de novo

como vértice final, e os outros nós aparecem somente uma vez.

• Grafo Aćıclico: é um grafo que não possui ciclos.

• Subgrafo: um subgrafo Gs = (Vs, Es) de um grafo G = (V , E) é um subconjunto

de arestas e todos os nós tal que Es ⊆ E ⇒ Vs = {vi, vj|(vi, vj) ∈ Es}.

• Grafo Conexo: é um grafo que possui pelo menos um caminho entre todos os

pares de nós.

• Componente Conexa: é o maior subgrafo, na qual existe um caminho entre

qualquer par de aresta.

• Árvore: é um grafo conexo e aćıclico. Nesse tipo de grafo, os nós de grau 1 são

chamado nós folhas. Uma floresta é um grafo em que todas as suas componentes

conexas são árvores.

• Caminho euleriano: é o caminho que usa cada aresta exatamente uma vez

passando por todas as arestas. Um caminho euleriano é chamado ciclo euleriano se

o primeiro e o ultimo vértice são os mesmos.

• Caminho hamiltoniano: é o caminho que visita cada vértice uma só vez passando

por todos os nós. Um caminho hamiltoniano é dito ciclo hamiltoniano se o primeiro

e o último vértice são os mesmos.

• Grafos Bipartidos: um grafo G é bipartido se o conjunto de nós pode ser partici-

onado em dois conjuntos distintos e sem intersecção, V1 ∩V2 = ∅, e tal que somente

há arestas E = {(vi, vj)|vi ∈ V1, vj ∈ V2} entre nós do conjunto V1 e V2, isto é, não

há arestas conectando nós do mesmo conjunto de nós.

• Grafo Biconexo ou 2-conexo: um grafo é biconexo ou 2-conexo se, removendo

uma única aresta, o grafo ainda continua conexo. Isto significa que, entre quaisquer
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pares de nós, há pelo menos dois caminhos independentes.

• Grafo Induzido: um subgrafo induzido Gs = (Vs, Es) de um grafo G = (V , E)

é um subconjunto de nós e todas as arestas que ligam este subconjunto de nós no

grafo original G, tal que Vs ⊆ V e Es = {(vi, vj)|(vi, vj) ∈ Es vi, vj ∈ Vs}.

• Grafo Completo: é um grafo em que todo par de nó é ligado por uma aresta.

• Clique (κNs): é um subgrafo completo que possui um subconjunto de nós Vs ⊆ V e

arestas conectando todos os pares de nós em Vs. O tamanho Ns do clique é definido

pelo número de nós, |Vs| = Ns. Um triângulo é um clique de tamanho 3 - κ3.

• Diâmetro: o diâmetro D de um grafo G é o maior caminho dentre todos os

menores caminhos existentes entre todos os pares de nós do grafo G.

3.2.2 Leis de Potência

Uma distribuição que segue uma lei de potência é uma distribuição na forma:

p(x) = a ∗ x−γ (3.1)

na qual p(x) é a probabilidade de x ocorrer, sendo a uma constante de proporcionalidade

e γ é o expoente da lei de potência (Clauset et al., 2009; Newman, 2005).

Distribuições que seguem uma lei de potência ocorrem em muitas situações de inte-

resse cient́ıfico e são importantes para o entendimento de fenômenos naturais e humanos.

A população das cidades e as intensidades dos terremotos são exemplos de fenômenos que

têm a distribuição seguindo uma lei de potência. Em redes complexas, é comum que as

seguintes distribuições tendam a seguir as leis de potência: Grau dos nós (Chakrabarti e

Faloutsos, 2006); Número de triângulos em relação ao grau dos nós (Tsourakakis, 2008);

Autovalores da matriz de adjacência (Faloutsos et al., 1999); Crescimento do número de

nós e arestas na evolução das redes (Leskovec et al., 2007a) entre outras.

Leis de potência são muitas vezes chamadas de distribuições livre de escala, que

intuitivamente significa que uma distribuição se parece com ela mesma independente da



Caṕıtulo 3 - Redes Complexas: Conceitos, história e aplicações 42

escala em que se esta olhando. A noção de auto similaridade é impĺıcita no nome “livre de

escala”. A auto similaridade de elementos consiste no fato do elemento manter as mesmas

propriedades seja qual for a escala utilizada (Schroeder, 1991). Diversos pesquisadores

tem argumentado que especificamente grafos Web (Crovella e Bestavros, 1997; Dill et al.,

2002; Dorogovtsev et al., 2002) e redes biológicas (Barabási et al., 2002) tendem a ser

auto-similares.

A propriedade de ser livre de escala significa que aumentando a escala ou unidade

pela qual x é medido por um fator b, o formato da distribuição p(x) não é mudada exceto

pela multiplicação por uma constante. Isto significa que, não importa qual porção da

distribuição é olhada, o ângulo da curva de qualquer parte do gráfico log-log é o mesmo.

A famı́lia de distribuições exponenciais, tal como a distribuição Gaussiana, não são livres

de escala. Na verdade, as leis de potência são as únicas distribuições livre de escala

(Newman, 2005).

3.3 Descoberta de Conhecimento em Grafos

O processo de descoberta de conhecimento em grafos, também conhecido como descoberta

de padrões em grafos, é semelhante ao processo de descoberta de conhecimento em bases

de dados (KDD) que foi apresentado no Caṕıtulo 2 quanto aos passos a ser seguido.

Entretanto, as técnicas utilizadas em cada um desses passos são diferentes, já que os

grafos são dados estruturados e, por isso, os algoritmos de KDD não podem ser aplicados

diretamente.

Assim, o processo de descoberta de conhecimento em grafos também é composto

pelas fases de pré-processamento, mineração e avaliação dos resultados. As etapas de

pré-processamento e mineração são detalhadas a seguir e as principais técnicas de cada

uma delas são apresentadas em conjunto. A avaliação dos resultados, que é a análise

dos resultados obtidos da mineração, e a visualização dos resultados não são detalhados

nesta tese por não serem o foco deste trabalho. A parte de avaliação é tratada apenas

no Caṕıtulo 5 com a apresentação dos resultados obtidos dos algoritmos de mineração de

grafos desenvolvidos.
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3.3.1 O pré-processamento de grafos

Como apresentado no Caṕıtulo 2, as técnicas de pré-processamento são a chave para o

sucesso do processo de descoberta de conhecimento, seja ele aplicado em grafos ou em

dados tradicionais.

Na descoberta de conhecimento de grafos, as tarefas do pré-processamento possuem

os mesmos objetivos que na descoberta de conhecimento tradicional. Contudo, as técnicas

que implementam as tarefas são diferentes, já que é necessário levar em consideração as

arestas existentes entre os nós. As técnicas de limpeza, integração e transformação são as

mais utilizadas, já que os dados coletados podem vir de diversas fontes e, por isso, devem

ser integrados e devem estar no formato adequado para as tarefas de mineração.

As técnicas de redução de dados, assim como no KDD, também são importantes,

pois, com a utilização cada vez maior da Web para compras, sites de relacionamento,

busca, entre outras atividades, o volume de dados representados como grafos tem crescido

exponencialmente.

Grandes redes complexas reais, com milhões de nós e arestas, são atualmente uma

importante fonte de dados. Contudo, esse volume pode se tornar inútil se não houver

capacidade de processamento dispońıvel. Como nas tarefas de mineração de dados tradi-

cionais, a mineração de dados representados como grafos também exige uma iteratividade

no processo de mineração. Dessa maneira, é necessário o uso de redes complexas com um

tamanho que permita a execução de uma tarefa de mineração em um tempo razoável.

Entretanto, a existência de um relacionamento (arestas) entre os elementos (nós) nesse

tipo de dado faz com que as tarefas de redução se tornem complexas.

Amostragem de redes complexas

A amostragem da rede complexa pode ser definida como a seleção de um conjunto de

nós e arestas do grafo original G para compor o subgrafo amostra Gs que será usado nas

tarefas de mineração de dados. Este tipo de pré-processamento pode ser útil para ajudar

a agilizar algoritmos de mineração de grafos, bem como para visualizar as redes, pois,

para grandes redes torna-se imposśıvel encontrar uma representação visual adequada.
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Há poucos métodos dispońıveis para a amostragem em redes complexas e, na

sua grande maioria, a amostragem é feita focando apenas em garantir que uma ou mais

propriedades da rede sejam mantidas.

Há três tipos de abordagem para a realização de uma amostragem em redes com-

plexas: remoção, contração ou exploração. Cada uma delas é apresentada a seguir:

1. Remoção: os métodos baseados nesta abordagem removem nós ou arestas da rede

complexa até o tamanho desejado ser alcançado. Exemplos da remoção de nós e

arestas aleatoriamente são os métodos:

• DOULIN (Tsourakakis et al., 2009), que tem por objetivo a remoção de uma

pequena porção de arestas para aumentar a velocidade de algoritmos que fazem

a contagem de triângulos. Neste método cada aresta é removida com probabi-

lidade p, sendo 0 < p < 1. Cada triângulo encontrado na rede resultante conta

como 1
p3

triângulos.

• ShatterPlots (Appel et al., 2009) é um dos trabalhos desta tese que será deta-

lhado no Caṕıtulo 5. Este algoritmo extrai propriedades das redes complexas,

após a remoção de uma certa quantidade de arestas, que permite classificá-las

em reais ou sintéticas.

2. Contração: os métodos contrativos agrupam nós adjacentes formando um único

nó. Esse processo é aplicado de maneira recursiva até a rede alcançar o tamanho

desejado. Exemplos dessa abordagem são os métodos“CRE”(Contraction of random

edge) e “CRVE” (Contraction of random vertex/edge) (Krishnamurthy et al., 2007);

3. Exploração: os métodos exploratórios percorrem a rede complexa visitando alguns

nós até formarem um caminho do tamanho desejado. As arestas e nós visitados com-

põe o subgrafo amostrado. Exemplos desta abordagem são as amostragens “Forest

Fire” e “Random Node Neighbor” (Leskovec e Faloutsos, 2006), que têm por ob-

jetivo manter mais de uma propriedade estat́ıstica, como a média do grau do nó,

a proporcionalidade do tamanho da componente conexa, etc. Em (Krishnamurthy
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et al., 2007) são apresentados dois modelos baseados em exploração: o “EBFS”

(Exploration by breadth-first search) e “EDFS”(Exploration by depth-first search),

que criam uma rede menor percorrendo o grafo por meio de uma busca em largura

ou em profundidade, respectivamente.

3.3.2 A mineração de grafos

Como apresentado no Caṕıtulo 2, a mineração de dados pode ter variações segundo o tipo

de dado que se quer minerar. À mineração de grafos é um tipo especial da mineração de

dados, que tem por objetivo minerar dados que possuam elementos (nós) e ligações entre

esses elementos (arestas), por isso, os algoritmos tradicionais, apresentados no Caṕıtulo 2,

não se aplicam à este novo tipo de dado.

Primeiramente, a mineração de grafos pode ser dividida em duas grandes catego-

rias. Na primeira, a mineração é realizada em uma base composta por diversos grafos,

sendo a principal tarefa a mineração de subgrafos frequentes. Nesta tarefa, um grafo é

submetido como consulta à uma base composta por diversos grafos. A resposta é composta

por todos os grafos que possuam o grafo consultado como subgrafo. Esta tarefa é bas-

tante aplicada à grafos que representam componentes qúımicos (Chakravarthy e Pradhan,

2008; Kuramochi e Karypis, 2004; Yan e Han, 2002). A segunda tarefa é a descoberta de

padrões, geralmente propriedades estat́ısticas e leis de potência, em um ou mais grafos,

usualmente com centenas de milhares de nós. Esta tarefa é a que será abordada nos tra-

balhos desenvolvidos nessa tese. Assim, somente as técnicas desta tarefa são detalhadas

nas próximas seções e o termo mineração de grafos será usado para descrever somente

tarefas desta segunda categoria.

Dentre as tarefas mais exploradas na mineração de grafos destacam-se a descoberta

de propriedades estat́ısticas das redes complexas, a detecção de comunidades ou grupos, a

predição de ligações e a propagação de informação juntamente com a resistência a ataques.

A seguir cada uma destas tarefas são detalhadas.



Caṕıtulo 3 - Redes Complexas: Conceitos, história e aplicações 46

3.3.3 Propriedades estat́ısticas das redes complexas

Diversos domı́nio de aplicações têm seus dados modelados como redes complexas, por

exemplo, a Internet, o World Wide Web (WWW), as redes sociais, de colaboração, bi-

ológicas, entre outras. Os pesquisadores nos últimos anos têm identificado classes de

propriedades que podem ser encontradas em muitas das redes reais de vários domı́nios,

sendo que muitas dessas distribuições seguem leis de potência, como a distribuição do grau

dos nós, número de triângulos e os autovalores da matriz de adjacência da rede complexa.

Diâmetro e raio efetivo

O diâmetro D, como definido anteriormente, é o maior caminho dentre todos os menores

caminhos existentes entre todos os pares de nós do grafo G. O diâmetro também é re-

ferenciado como diâmetro completo. Para grafos com mais de uma componente conexa,

o diâmetro usualmente é definido como infinito. Além disso, o diâmetro é suscet́ıvel aos

efeitos degenerativos da estrutura do grafo como, o surgimento de um caminho muito

longo no grafo durante a sua evolução.

Calcular o diâmetro de um grafo grande é computacionalmente caro(complexidade

de tempo O(N3)). Uma maneira mais eficiente de realizar este cálculo é pela amostragem

de nós, isto é, uma quantidade de nós é amostrada e então o diâmetro é calculado entre os

pares de nós amostrados (Albert et al., 1999). Uma outra abordagem é usar o algoritmo

de aproximação ANF (Palmer et al., 2002) que é baseado na cálculo aproximado chamado

diâmetro efetivo. Define-se o diâmetro efetivo como sendo o menor número de“arestas”em

que no mı́nimo 90% de todos os nós da maior componente conexa podem ser alcançados

entre si.

O diâmetro efetivo é um valor mais robusto que o diâmetro, pois, nele somente

os pares de nós conexos são considerados e a direção das arestas (no caso de grafos

direcionados) são ignoradas. Além disso, muitos experimentos mostram que o diâmetro

efetivo e o diâmetro exibem comportamento qualitativamente similar.

Em detalhes, seja gh(G) uma função que calcula para cada nó vi o número de nós

que tenham um caminho de máximo h arestas de distância partindo de cada nó vi, sendo
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i = 1, ..., N . O valor de h inicia-se em h=1 até que g(h−1)(G)-gh(G)<threshold. Para h=1

tem-se gh(G)=
∑N

i=1 |d(vi)| =|E|. O gráfico que representa a função gh(G) é chamado

“Hop-Plot” e é apresentado na Figura 3.3 (Leskovec et al., 2005). A função gh(G) foi

aplicada a rede Epinions (rede social que representa confiança interpessoal - quem confia

em quem). O diâmetro efetivo da rede Epinions é igual a De = 5 sendo representado pela

linha tracejada no gráfico apresentado na Figura 3.3.

Figura 3.3: Gráfico Hop-Plot da rede Epinions. A linha tracejada em 5 representa o
Diâmetro efetivo da rede.

Definindo mais formalmente o diâmetro efetivo tem-se: o diâmetro efetivo de G é

definido como sendo De = h sendo que ghg representa 90% do número de pares de nós

alcançáveis.

Muitos dos grafos reais exibem um diâmetro relativamente pequeno, conhecido

como o fenômeno “Small-World”. Por exemplo, o diâmetro efetivo é pequeno para grandes

redes reais, tais como Internet, Web, redes sociais (Barabasi e Albert, 1999; Bollobás e

Riordan, 2004; Broder et al., 2000; Chung et al., 2002; Milgram, 1967; Reka e Barabási,

2002; Watts e Strogatz, 1998).

Distribuição do grau

A distribuição do grau dos nós de uma rede é uma lei de potência se o número de nós

Nφ que possui um grau φ é dado por Nφ ∝ φ−y (y > 1), sendo Vφ = {vi ∈ V|d(vi) = φ},

|Vφ| = Nφ e y é chamado de expoente da distribuição do grau. A grande maioria das redes

reais apresentam uma distribuição do grau dos nós que segue uma lei de potência, por
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isso são chamadas redes livres de escala. Um exemplo pode ser visto na Figura 3.5 (b),

que apresenta a distribuição do grau da rede complexa Epinions com expoente y = 1, 59.

Este tipo de distribuição tem sido encontrada em grafos de ligações telefônicas

(Abello et al., 1998), Internet (Faloutsos et al., 1999), na Web (Broder et al., 2000;

Flaxman et al., 2005; Huberman e Adamic, 1999; Kleinberg et al., 1999; Kumar et al.,

1999), grafos de citações (Redner, 1998), click-stream (Bi et al., 2001), redes sociais online

(Chakrabarti et al., 2004) e muitas outras.

Tipicamente, para muitos conjuntos de dados, o expoente da distribuição do grau

tem valor 2 < y < 3. Por exemplo, a distribuição do grau de entrada da Web é yin = 2, 1

e de sáıda yout = 2, 4 (Reka e Barabási, 2002), enquanto para as redes de computadores

chamadas de Sistemas Autônomos y = 2, 4 (Faloutsos et al., 1999). Contudo, alguns

desvios do padrão da lei de potência foram notados em (Pennock et al., 2002).

As redes reais possuem muitos nós com grau que excedem exageradamente a média

do grau dos nós, isto é um ind́ıcio de uma distribuição que segue uma lei de potência.

Esta descoberta foi importante para o estudo das redes reais (Faloutsos et al., 1999), pois

permitiu fazer a distinção entre as redes reais e as redes Erdös-Rényi que são apresentadas

em detalhes na Seção 3.4. Os nós com alt́ıssimo grau são frequentemente chamados“hubs”,

e usualmente têm um propósito espećıfico nas redes às quais pertencem, embora isso

dependa muito do domı́nio de aplicação da rede.

Triângulos e coeficiente de clusterização

Em muitas redes é notado que se um nó u é conectado com um nó v que é conectado com

w, então há um grande probabilidade de u ser conectado com w. Esta relação é chamada

de transitividade e é medida pelo coeficiente de clusterização (Watts e Strogatz, 1998),

aplicado especialmente em redes sociais. A transitividade significa a presença de um alto

número de triângulos (κ3) na rede. Exemplos de um grafo com triângulos é apresentado na

Figura 3.4. A contagem de triângulos é a principal parte do coeficiente de clusterização,

que pode ser calculado para cada nó do grafo (Equação 3.2) ou para o grafo como um

todo (Equação 3.3). Este coeficiente tem o objetivo de indicar quão próximo o grafo esta
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de ser um grafo completo.

O coeficiente de clusterização C(vi) de um vértice vi de grau d(vi) é definido pela

Equação 3.2 a seguir.

C(vi) =
2 ∗ κ3(vi)

d(vi) ∗ (d(vi)− 1)
(3.2)

Seja vi um nó com |d(vi)| vizinhos; então no máximo d(vi) ∗ (d(vi)− 1)/2 arestas

podem existir entre eles, sendo κ3(vi) a fração de arestas que realmente existe. Isto

significa que, o coeficiente de clusterização C(vi) de um vértice vi é a proporção de arestas

entre os nós da sua vizinhança dividido pelo número de arestas que podem existir entre

eles. Equivalentemente, C(vi) é a fração de triângulos centrados no nó vi entre (d(vi) ∗

(d(vi)− 1))/2 triângulos que possam existir.

O coeficiente de clusterização global C(G) é a média da soma de todos os C(vi)

dos nós do grafo G, dividido pelo número total de nós N . A equação do coeficiente de

clusterização global é apresentada na Equação 3.3 a seguir.

C(G) =
1

N
∗

N∑
i=1

C(vi) (3.3)

Encontrar a quantidade de triângulos que cada nó possui, bem como a quantidade

total de triângulos no grafo é um processo computacionalmente caro. A sua complexidade

é de O(N2), sendo N o número total de nós do grafo.

Para reduzir essa complexidade, alguns trabalhos como em (Latapy, 2008) os au-

tores propõem algumas otimizações para a contagem e listagem dos triângulos em um

grafo. Outro trabalhos como em (Bar-Yossef et al., 2002; Becchetti et al., 2008; Tsou-

rakakis, 2008; Tsourakakis et al., 2009) contam triângulos sem identificá-los. Isto é feito

utilizando-se aproximações como amostragem do grafo, multiplicação de matrizes ou mul-

tiplicação dos autovalores da matriz de adjacência do grafo. Entretanto, com este tipo de

algoritmo não é posśıvel identificar quais são os nós que compõe cada um dos triângulos.

Uma caracteŕıstica interessante é quanto a distribuição dos triângulos. A média da

quantidade de triângulos dos nós com um determinado grau, em relação ao grau dos nós,
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Figura 3.4: Exemplo de um grafo com 3 triângulos (contados uma vez só) centrados no
nó A: P1(A,A) = {A,B,D,A}, P2(A,A) = {A,D,C,A}, P3(A,A) = {A,B,C,A}

segue uma lei de potência com o expoente oposto ao da distribuição do grau (Tsourakakis,

2008). A Figura 3.5 (a) apresenta a média da quantidade de triângulos vs. a distribuição

do grau da rede Epinions e (b) com a distribuição do grau da rede Epinions. Como pode-se

notar os expoente são opostos e muito parecidos.

(a) (b)

Figura 3.5: O gráfico apresentado em (a) representa a média dos triângulos vs. o grau
dos nós e o gráfico (b) apresenta a distribuição do grau dos nós. Note que o expoente da
lei de potência seguida por ambos são opostos e muito similares (Tsourakakis, 2008).

Na literatura, também há trabalhos que propõem extensões para o coeficiente de

clusterização, como em (Caldarelli et al., 2004; Fronczak et al., 2002), em que é usada

a contagem de ciclos de tamanhos maiores na equação do coeficiente de clusterização, já

que um triângulo, além de ser um clique, é também um ciclo.

Autovalores para grafos

Dentre os elementos estudados na álgebra linear, há os tipos de dado escalares, que são

apenas números, e vetores, nos quais podem ser pensados como arcos que tem magnitude
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e direção. Uma transformação T : X → W é

T (x) = λ ∗ x, (3.4)

sendo λ o escalar e x o vetor.

Uma das mais importantes ferramentas da álgebra linear são as chamadas “trans-

formações lineares” que são expressas tradicionalmente por uma matriz e um vetor, como

apresentado na Equação 3.5.

T (x) = A ∗ x, (3.5)

sendo A uma matriz e x o vetor.

Igualando-se a Equação 3.4 com a Equação 3.5 tem-se A ∗ x = λ ∗ x. Se a mul-

tiplicação do vetor por um escalar, alterar sua magnitude mas não sua direção, então o

vetor é chamado de autovetor e o escalar de autovalor associado.

Autovalores e autovetores são conceitos importantes de matemática, com aplica-

ções práticas em áreas diversificadas como mecânica quântica, processamento de imagens,

análise de vibrações, mecânica dos sólidos, estat́ıstica, etc.

Definição 1. Dada uma transformação linear e um vetor não nulo x. x é definido como

sendo um autovetor de uma transformação se ele satisfaz a equação Ax = λx para algum

escalar λ chamado autovalor.

Na teoria dos grafos, os autovalores λi de um grafo G são definidos como sendo os

autovalores da matriz de adjacência A do grafo G.

Para todas as definições e teoremas que serão apresentados a seguir tem-se que o

grafo G é não direcionado. As provas dos teoremas e definições podem ser encontradas

em (Mihail e Papadimitriou, 2002). Nos teoremas apresentados, estão sendo considerados

os autovalores e autovetores da matriz de adjacência do grafo (Chung, 1994).

Teorema 1. Para um grafo G com |V | = N nós, tem-se que λ1 (G) ≥ λ2 (G) ≥ λ3 (G) ≥

... λN(G) são os autovalores da matriz de adjacência do grafo G em ordem decrescente.
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Assim, λ1(G) é o maior autovalor de G, também chamado de principal autovalor.

Teorema 2. Seja G uma árvore com N − 1 nós folhas. Então: λ1(G) =
√
N − 1 e

λN(G) = −
√
N − 1 e λi(G) = 0 sendo i = 2, 3, ..., N − 2

O Teorema 2 mostra que a conectividade de um grafo pode ser medida pelo auto-

valor da sua matriz de adjacência pois, quanto mais ciclos o grafo tiver, menor será o seu

autovalor. Se o grafo for semelhante a uma árvore, o seu autovalor tende a ser dominado

pelo nó de maior grau sendo λ1 =
√
dmax(vi).

Os autovetores da matriz de adjacência de um grafo podem ser utilizados para

medir a centralidade dos nós. Um exemplo é o algoritmo PageRank do Google (Page et

al., 1998), que utiliza o primeiro autovetor da matriz de adjacência modificada de um

grafo para fazer o rank de cada um dos nós. Sendo que o principal objetivo do PageRank

é a ordenação de páginas Web para consultas, os nós do grafo são páginas e as aresta os

links entre as páginas. Neste algoritmo também há um fator chamado damping factor -

df - que é a probabilidade de um usuário encerrar a consulta e este valor é geralmente

0, 85. A Equação 3.6 representa o cálculo original do PageRank para todos os N nós de

uma rede.

PR =
1− df
N

+ df ∗ A ∗ PR (3.6)

Neste algoritmo, a matriz de adjacência A é primeiro normalizada, isto é, cada

elemento de uma linha da matriz é dividido pelo quantidade de uns existente na linha,

sendo o somatório de cada linha igual a um. Na iteração inicial tem-se: A(i, j) = 1
dout(vi)

se ∃(vi, vj) senão A(i, j) = 0. O vetor PR é inicializado todo com 1.

3.3.4 Detecção de Comunidades

Grupos de nós que tendem a ser mais conectados entre si que com o restante da rede são

chamados de grupo ou comunidade. Pessoas tendem a formar comunidades, isto é, grupos

pequenos no qual todo mundo conhece praticamente todo mundo. Com isto, grupos de nós

pertencentes a uma mesma comunidade tendem a ter um número elevado de triângulos, e
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consequentemente, tendem a formarem cliques de tamanho maiores que 3. Além disso, os

membros das comunidades têm pouco relacionamento com membros fora das comunidades

que participam e cada um dos grupos tendem a estar organizados hierarquicamente, isto

é comunidades dentro de comunidades.

Uma grande quantidade de algoritmos têm sido desenvolvidos para definir e iden-

tificar comunidades em redes sociais e de informações (Girvan e Newman, 2002; Radicchi

et al., 2004). Muitas vezes também é assumido que as comunidades obedecem a uma

estrutura recursiva, em que grandes comunidades podem futuramente serem divididas em

comunidades menores (Clauset et al., 2004; Guimerà et al., 2007).

O problema de identificar comunidades se assemelha à tradicional detecção de

agrupamentos (Fortunato, 2010; Getoor e Diehl, 2005b). Entretanto, por se tratar de

redes complexas é necessário algoritmos que levem em conta a ligação entre os elementos,

não sendo posśıvel o uso dos algoritmos de detecção de agrupamentos tradicionais citados

no Caṕıtulo 2.

A ideia do algoritmo de identificação de comunidades é particionar a rede em

subgrafos menores por meio da remoção de um número mı́nimo de arestas. As comuni-

dades encontradas podem ter seus elementos disjuntos, isto é, um nó que participa em

um grupo não deve participar em outro, aceitando-se apenas algumas sobreposições (For-

tunato, 2010). Esta situação pode ser vista na vida real, por exemplo: as pessoas nem

sempre participam de apenas um grupo social. Boas revisões sobre detecção de comuni-

dades podem ser encontradas em (Fortunato, 2010; Leskovec et al., 2008).

A estrutura de comunidades, como exemplificado pela Figura 3.6, foi observada

também em diversas redes reais, como (Girvan e Newman, 2002; Newman, 2006; Ravasz

et al., 2002). Entretanto, esta forma de organização das redes complexas parece não valer

para as redes complexas volumosas, com centenas de milhares de nós, como mostrado

em (Leskovec et al., 2008), que demonstra que esta estrutura hierárquica está presente

somente nas redes complexas pequenas, isto é redes com poucas centenas de nós.

As grandes redes complexas tendem a não possúırem conjuntos de nós interligados

formando comunidades muito bem definidas (Figura 3.6). Na verdade, as grandes redes
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Figura 3.6: Grafo apresentando 3 comunidades do modo tradicional (Leskovec et al.,
2008).

tendem a apresentar uma estrutura chamada “Centro-Periferia” (Borgatti e Everett, 2000;

Holme, 2005), que em ciência da computação é conhecida também pelo nome “jellyfish”

(Tauro et al., 2001) ou “octopus” (Chung e Lu, 2006) e que é exemplificada na Figura 3.7.

Este conceito significa que uma rede é composta por um grande e denso conjunto de nós

(core/centro) ligados entre si que basicamente não tem nenhuma estrutura de comunidade

hierárquica, isto é, não podem ser quebrados em comunidades menores. Assim, a estrutura

Centro-Periferia sugere o oposto da estrutura de comunidade hierárquica, e parece ser o

mais encontrado em redes complexas de grande escala (Leskovec et al., 2008) e também

em redes de computadores chamados Sistemas Autônomos (Siganos, 2006).

Também em (Leskovec et al., 2008) os autores mostram que as comunidades tendem

a ser pequenas, com não mais do que 100 nós, e pouco conectadas com o restante da

rede. O valor 100 é conhecido como o número de Dunbar, que é o número máximo de

relacionamentos que uma pessoa consegue administrar (Dunbar, 1998).

3.3.5 Resistência a ataques

Uma questão que tem sido considerada como foco de pesquisa recente é a definição de quão

robusta é uma rede. Uma rede pode representar o relacionamento interpessoal. Assim,
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Figura 3.7: Grafo apresentando a topologia “Centro-Periferia”(Leskovec et al., 2008).

as pessoas seriam os nós e o relacionamento as arestas. Imagine por exemplo que os nós

da rede sejam marcados ou removidos conforme as pessoas contraiam uma doença ou

descubram uma informação. Este tipo de análise é conhecido como resistência a ataques.

A Internet, por exemplo, é altamente robusta, já que há diferentes rotas ligando

os computadores e/ou roteadores (nó), fazendo com que a informação tenha mais de um

caminho para navegar de um nó para o outro. Mesmo se um roteador falhar, o sistema

é capaz de refazer a rota e fazer com que a informação chegue ao seu destino. De fato,

na Internet sempre haverá um conjunto de roteadores que não estará funcionando em

um dado momento. Entretanto, o importante é que a Internet como um todo continuará

funcionando mesmo com uma grande quantidade de falhas (Wu et al., 2007).

(a) (b)

Figura 3.8: Exemplo de uma rede complexa que tem 20% dos seus nós removidos alea-
tóriamente: (a) é a rede original e os nós marcados em vermelhos são os nós que serão
removidos e (b) é a rede (a) já com os nós removidos.
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Assim, descobrir qual é o efeito da falha de uma certa fração de nós na conecti-

vidade do restante da rede tem sido o objetivo de inúmeros pesquisadores. Se ao invés

da rede representar computadores ela representar pessoas, as falhas em uma rede podem

representar a quantidade de pessoas que contráıram alguma doença, por exemplo uma

gripe.

Se os nós de uma rede são removidos de modo aleatório, como mostrado na Figura

3.8, o efeito é usualmente pequeno. Isto se deve ao fato de que as redes possuem um

alto número de nós de grau um e, em uma remoção aleatória, esses nós teriam uma alta

probabilidade de serem removidos. A remoção de nós de grau um não altera a estrutura da

rede já que eles se encontram na periferia da rede. A Figura 3.8 (b) apresenta a remoção

aleatória de 20% dos nós de uma rede e como é notado, a rede continua robusta. Contudo,

se os nós são removidos de um modo cuidadoso, isto é, segundo alguma ordenação que

não seja aleatória, o dano causado na rede pode ser grande.

Em (Albert et al., 2000; Cohen et al., 2000) a resistência das redes é analisada

segundo duas maneiras diferentes:

• A remoção aleatória, chamada de falha;

• A remoção segundo a ordenação dos nós pelo seu grau, chamada de ataque;

As redes livres de escala são muito resistentes a falhas (remoção aleatória de nós),

mas elas são substancialmente menos robusta quanto a um ataque. Isto acontece por que

durante as falhas, uma grande quantidade de nós removidos são nós de grau um, já que

estes são maioria nas redes reais. Já os ataques removem os nós de alto grau, fazendo com

que a rede se torne desconexa muito mais rápidamente. Na Seção 3.4 será apresentada a

comparação quanto a resistência a falhas e ataques entre as redes reais e a rede sintética

Erdös-Rényi .

As falhas e ataques às redes são geralmente analisadas quanto ao diâmetro e ao

tamanho (número de nós) da maior componente conexa. O diâmetro aumenta conforme

mais nós são removidos, mas esse aumento é mais lento nas redes livres de escala do que

nas randômicas. Similarmente, o tamanho da maior componente conexa (GCC) decai

mais devagar nas redes livres de escala do que nas randômicas.
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Muitos dos trabalhos de como a informação flui e influencia nós através da rede

são feitos no contexto de epidemiologia e no de disseminação de doenças (Bailey, 1975;

Chakrabarti et al., 2008). Os trabalhos de disseminação de doenças em redes e imunização

focam frequentemente em determinar o valor que é chamado Epidemic Threshold (Bailey,

1975), um valor cŕıtico da transmissão de v́ırus sobre o qual uma epidemia é criada.

A comunidade de epidemiologia tem desenvolvido modelos chamados SIR

- Suscet́ıvel/Infectado/Recuperado (Susceptivle/Infective/Removed) e SIS - Suscet́ı-

vel/Infectado/Suscet́ıvel (Susceptivle/Infective/Susceptivle) (Bailey, 1975) de uma infec-

ção. Suscet́ıvel (S), significa que uma pessoa pode contrair uma doença mas ainda não a

tem; Infectado, significa que a pessoa tem a doença e pode transmiti-la, e Recuperado (R)

significa que a pessoa já esta recuperada e não pode nem passar a doença nem contráı-la

novamente, ou que a pessoa morreu. O modelo SIS é o ideal para uma gripe comum, já

que os nós (isto é, pessoas) podem estar infectadas, se recuperarem e serem infectadas

novamente.

Trabalhos recentes mostram que o Epidemic Threshold de um grafo no modelo

SIS é β/δ = 1/λ1, na qual β é a proporção de nascimento do v́ırus (nós infectados) e δ

a proporção de morte do v́ırus (nós curados ou mortos) e λ1 é o primeiro autovalor da

rede original (Chakrabarti et al., 2008). Acima do Epidemic Threshold a rede está em

perfeito funcionamento, abaixo do Epidemic Threshold a rede representa uma situação de

epidemia.

3.3.6 Predição de Ligações

A predição de ligações pode ser definida como, dado um “snapshot” de uma rede complexa

em um tempo t, quer se prever com uma certa acurácia as arestas que irão surgir na rede

complexa no tempo futuro t+ 1. Contudo, esta técnica também pode ser usada, de modo

não trivial, para a encontrar de arestas que não foram encontradas durante a coleta dos

dados usados para a construção do grafo.

Dentre as técnicas de predição de ligação destacam-se as baseadas em proprieda-

des estruturais do grafo (Huang, 2006; Liben-Nowell e Kleinberg, 2003). Um exemplo
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interessante é apresentado em (Clauset et al., 2008), em que a descoberta de grupos, isto

é comunidades, em redes complexas é usado para o aux́ılio na identificação de ligações

faltantes, já que pares de nós pertencentes a uma mesma comunidade têm mais chance de

serem conexos entre si do que pares de nós pertencentes a comunidades diferentes. Este

método se diferencia da predição de ligação tradicional, pois normalmente esta tarefa visa

descobrir arestas que virão a existir na rede complexa quando esta evoluir (crescimento do

número de nós e arestas com o passar do tempo) e não uma aresta perdida na construção

da rede complexa. Entretanto, este método não funciona para todos os tipos de redes

complexas, já que o método não consegue detectar comunidades em redes complexas que

não possuam grupos muito definidos. Há uma coleção de trabalhos que vem usando e

desenvolvendo algoritmos na área de predição de ligações (Acar et al., 2009; Hasan et al.,

2006; Kashima et al., 2009; Kunegis e Lommatzsch, 2009; Lu e Zhou, 2009).

Uma das dificuldades da predição de ligações é que as redes complexas tendem a ser

esparsas. Para driblar esta dificuldade, outros modelos fazem uso não só de propriedades

estruturais do grafo mas também de caracteŕısticas relacionais baseadas nos atributos dos

nós do grafo. Esta abordagem é mais conhecida na área de aprendizado relacional ou

aprendizado multi-relacional, que tem por objetivo não só o uso da estrutura dos grafos,

mas também a descrição dos mesmos por meio de uma base de dados relacional ou lógica

relacional ou de primeira ordem. Assim, além das ligações entre as tuplas formando

um grafo, também há caracteŕısticas, isto é, informações, relacionadas aos nós do grafo

(Getoor e Diehl, 2005a; Hasan et al., 2006; Popescul et al., 2003; Taskar et al., 2004).

Entretanto, esta informação complementar dos nós e arestas nem sempre esta dispońıvel,

o que inviabiliza a aplicação desses algoritmos nesses casos.

3.4 Modelos de grafos

Além dos estudos emṕıricos das grandes redes, há um trabalho considerável em modelos

para geração de redes complexas. Ambos modelos, determińısticos e estocásticos, têm

sido explorados. Os modelos de geração de redes complexas sintéticas fazem com que pela

inclusão de arestas, a rede possua uma propriedade ou uma distribuição estat́ıstica global.
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Os modelos são ferramentas úteis para avaliarem uma hipótese sobre o processo de

formação das redes complexas. Redes sintéticas são úteis para a construção de algoritmos

melhores e mais eficientes, já que torna posśıvel a construção de redes muito grandes.

Dentre os modelos probabiĺıstico para redes complexas, o Erdös-Rényi (Erdos e

Renyi, 1960) é o mais estudado. Neste modelo, cada par de nós tem uma probabilidade

independente e idêntica de serem conectados. O estudo desse modelo levou a uma teoria

matemática muito rica. Contudo, este gerador produz redes que não seguem muitas das

propriedades identificadas nas redes complexas reais.

O modelo Erdös-Rényi é também conhecido como modelo randômico e há duas

maneiras diferentes de construção da rede para este modelo: GN ,M e GN,p.

• GM,N é a rede randômica gerada contendo N nós e M arestas. Neste modelo é posśıvel

que se tenha mais de uma rede contendo a mesma quantidade de nós e arestas, já

que a ligação entre os nós é feita de maneira aleatória. Neste modelo M arestas são

criadas entre pares de nós escolhidos aleatoriamente do conjunto N.

• GN,p é a rede randômica contendo N nós, sendo que os pares de nós são conectado

com uma probabilidade p. Assim, cada nó vi ∈ V é visitado e conectado a outro nó

vj ∈ V formando uma aresta com probabilidade p.

Ambos os modelos são equivalentes, contudo por ser mais simples o modelo GN,p é

o mais usado para as formulações matemáticas.

Uma caracteŕıstica importante analisada nas redes randômicas (Erdös-Rényi) é a

chamada “fase de transição”. Nesta fase, a rede é pouco conectada, isto é, ela possui uma

grande componente conexa, na qual a presença de ciclos é rara, e se for removida alguma

fração de nós, mesmo que pequena, a grande componente conexa será destrúıda e haverá

apenas componentes conexas pequenas e de tamanho similares. Por isso, este momento é

conhecido como fase de transição, pois, antes dele a rede é conexa e depois dele a rede é

composta por pequenas componentes conexas. A fase de transição também é conhecida

como “Percolation” ou “Ponto Cŕıtico” (Kong et al., 2006), pois neste ponto a estrutura

da rede muda abruptamente. Este ponto também é o mesmo observado em fenômenos
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Figura 3.9: Comparação do comportamento do tamanho da rede quanto a remoção de
nós aleatória e nós de alto grau. (Albert et al., 2000)

naturais, que podem ou não ser mapeados como grafos, como a tensão mecânica que causa

terremotos, fogo em florestas, avalanches, etc (Bailey, 1975; Bak, 1996; Chen et al., 1991).

Nas redes randômicas (Erdös-Rényi) a “fase de transição” acontece quando 1
|V| ∗∑|V|

i=1 d(vi) = |V| ∗ p = 1. Quanto 1
|V| ∗

∑|V|
i=1 d(vi) < 1 a rede é formada por pequenas

componentes conexas e com 1
|V| ∗

∑|V|
i=1 d(vi) > 1 a rede se torna cada vez mais conexa.

A distribuição do grau de uma rede Erdös-Rényi segue uma distribuição exponencial, a

distribuição de Poisson (Durrett, 2007; Erdos e Renyi, 1960).

Além da diferença quanto a distribuição do grau, o coeficiente de clusterização em

redes reais é mais alto se comparado com o de outras redes sintéticas, como as randômicas,

com caracteŕısticas semelhantes, isto é, mesmo número de nós, arestas e média do grau

do nó (Dorogovtsev et al., 2002; Ravasz e Barabási, 2003).

Outra caracteŕıstica é quanto ao comportamento t́ıpico das de redes, uma livre

de escala e a outra randômica, quanto as falhas e ataques, ilustrado na Figura 3.9. As

circunferências representam o tamanho da rede quanto as suas componentes conexas, as

circunferências menores representam as componentes conexas menores.

Como ilustrado, as redes Erdös-Rényi apresentam o mesmo comportamento quanto

a falhas e ataques. Isso acontece pois as redes Erdös-Rényi não tem a distribuição de grau

seguindo uma lei de potência, isto é, os nós não tem grau muito maior que a média do grau

dos nós da rede. Já as redes reais, são resistente a falhas, devido à grande presença de nós

de grau um, que não afetam o comportamento da rede quando removidos aleatoriamente.

Entretanto, durante um ataque, quando os nós de alto grau são removidos, a rede tem
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comportamento semelhante as redes Erdös-Rényi .

Com o avanço no estudo das redes complexas, outros modelos geradores de redes

sintéticas que as tornam mais reaĺısticas foram criados. Apesar de em muitas situações

ser dif́ıcil distinguir uma rede real de uma sintética, os modelos existentes ainda não

atingiram uma maturidade igual a que existe na geração de dados sintéticos tradicionais.

Dentre os modelos clássicos estão o Preferential Attachment (Barabasi e Albert, 1999) e

o Small-World (Watts e Strogatz, 1998). Estes e outros modelos são detalhados a seguir.

O modelo Preferential Attachment (Barabasi e Albert, 1999; Barabási et al., 2002;

Kleinberg et al., 1999; Kumar et al., 1999; Winick e Jamin, 2002), tem a sua construção

baseada no lema “ricos se tornam cada vez mais ricos”. Isto é devido ao fato de que

os novos nós inseridos na rede são conectados preferencialmente a nós de alto grau já

existentes na rede. Este comportamento leva a uma distribuição do grau ser uma lei de

potência e à rede possuir um diâmetro pequeno. Com isso, o diâmetro cresce lentamente

com a inserção de novos nós, o que viola a propriedade que diz que o diâmetro diminui

com o crescimento da rede.

Outra famı́lia de geradores de redes complexas tem por objetivo a propriedade de

diâmetro pequeno e agrupamento local dos nós (triângulos) nas redes. Entre esses modelos

destacamos o Small-World (Watts e Strogatz, 1998) e o Waxman (Waxman, 1988). Uma

terceira famı́lia de modelos demonstra que a distribuição de grau segue uma lei de potência

porque um nó tenta otimizar a sua conectividade com seus vizinhos. Dentre esses modelos

tem o Forest Fire(Leskovec et al., 2007a), Copying Model(Kumar et al., 2000) e Winner

does not take it all (Pennock et al., 2002).

Em suma, a grande maioria dos geradores focam em apenas uma propriedade

estática, e acaba negligenciando outras. Assim, um conjunto de novos geradores que se

baseiam em mais de uma propriedade estática das redes complexas vem surgindo nos

últimos anos. Esses modelos também tem como objetivos simular o processo evolutivo

das redes. Esses geradores são classificados como recursivos, como o RTM (Akoglu et al.,

2008) e o RTG (Akoglu e Faloutsos, 2009).

Há geradores que visam a transformação de outros tipos de dados em redes com-
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plexas. Um exemplo é a construção de uma rede na qual os nós representam as cidades

e as arestas a distância em quilômetros entre as cidades. Um número k pode ser usado

como limitante para o número de cidades a que cada cidade se liga. Neste caso, cada

cidade (nó da rede) tem dout = k. Esse gerador é chamado de Modelo k nearest neighbor

model ou k−vizinhança mais próxima, na qual k é o número de vizinhos que cada nó

se conecta. O modelo knn também faz uso de uma função de distância que mede quão

distante dois objetos do conjunto estão. A seguir é apresentada uma definição formal do

modelo knn.

Definição 2. Rede k-vizinhos mais próximos: Dado um conjunto de dados S de

cardinalidade N e uma função de distância DF , o grafo knn é definido como o con-

junto de nós V = {S} e o conjunto de arestas é dado por E = {〈s1, s2〉 |s1 ∈ S ∧ s2 ∈

k-NNq(S, s1, k)}, sendo k-NNq(S, s1, k) o resultado da consulta aos k-vizinhos mais pró-

ximos de s1.

Em um grafo knn todos os k vizinhos mais próximo de um elemento s1 são co-

nectados a ele. O fato do elemento s1 ter o elemento s2 como vizinho não implica que o

elemento s2 tenha o elemento s1 como um dos seus k vizinhos mais próximos. Por isso

este modelo produz grafos naturalmente direcionados e apenas a distribuição do grau de

entrada pode seguir uma lei de potência, já que o grau de sáıda é sempre k. Existem duas

abordagens para transformar um grafo knn direcionado em um grafo knn não direcionado.

A primeira, e mais simples, é não considerar a direção das arestas e tratar o grafo como

não direcionado. A segunda, mais elaborada, considera somente como arestas no grafo

knn não direcionado as arestas nas quais no grafo knn original possuem as duas direções,

isto é, uma aresta (si, sj) vai existir no grafo knn não direcionado se as arestas (si, sj)

e (sj, si) existirem no grafo knn direcionado. O grafo gerado pelo último método é de-

nominado “mutual k-nearst neighbor graph”. Apesar do modelo knn ser pouco explorado

na literatura (Paterson e Yao, 1992), sua aplicabilidade já foi comprovada na descoberta

de anomalias (Hautamaki et al., 2004), agrupamentos (Maier et al., 2009) e construção e

análise de redes sociais (Lathia et al., 2008).
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3.5 Evolução das Redes Complexas

Como apresentado até aqui, o estudo de padrões, como a avaliação de aderência à leis

de potência para a distribuição do grau, identificação de comunidades, o fenômeno Small

World, e outros, têm tido como foco redes estáticas, isto é, um único “snapshot” de uma

grande rede ou um conjunto pequeno de “snapshots”. Contudo, com o amadurecimento

da área de mineração em redes complexas, novos questionamentos surgem, entre eles:

Como as redes complexas evoluem? Quais são os padrões considerados “normais” para

este crescimento?

Modelos como o Preferential Attachment (Barabasi e Albert, 1999; Newman,

2003), Small-World (Broder et al., 2000; Milgram, 1967; Watts e Strogatz, 1998) as-

sumem que a média do grau de sáıda dout permanece constante com o tempo e que o

diâmetro cresce lentamente. Entretanto, estudos mais recentes como em (Akoglu et al.,

2008; Leskovec et al., 2007a; McGlohon et al., 2008) mostram que o diâmetro tende a

diminuir com o crescimento da rede e a média do grau de sáıda tende a aumentar. Além

disso, também foi verificado empiricamente que a maior componente conexa passa de

pouco conectada (aspecto de uma árvore) para muito conectada na rede e o primeiro au-

tovalor tem seu comportamento associado a uma lei de potência com o expoente menor

que 0.5

As leis derivadas desses estudos, sendo algumas delas leis de potência, são apre-

sentadas a seguir:

• Lei de Densificação (DPL - densification power law): O número de nós V (t) e o

número de arestas E(t) crescem durante a evolução da rede de maneira super-linear,

que segue uma lei de potência E(t) ∝ N(t)α, com α > 1 (Leskovec et al., 2007a).

• Diâmetro pequeno e decrescente (SSDL - small and skrink diameter law): o

diâmetro (efetivo) de uma rede deve ser pequeno (Albert et al., 1999) com um

posśıvel pico no ponto chamado “Gelling Point”, que é o ponto com o maior diâme-

tro (McGlohon et al., 2008). Além disso, o diâmetro deve diminuir com o tempo

(Leskovec et al., 2007a).
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• Primeiro autovalor (λ1PL - λ1 power law): o maior autovalor λ1(t) da matriz de

adjacência de uma rede versus o número de arestas E(t) durante a evolução da rede

segue uma lei de potência: λ1(t) ∝ E(t)α, com α < 0.5 (Akoglu et al., 2008).

• Grande Componente Conexa (GCCL - GCC Law): a maior componente conexa

de uma rede cresce em número de nós NGCC(t) versus o número total de arestas E(t)

da rede com o tempo (McGlohon et al., 2008). Isto significa que com a evolução a

tendencia é todos os nós da rede se tornarem uma única componente conexa.

O estudo da evolução de redes complexas é de suma importância, pois permite o

desenvolvimento de modelos mais precisos e a implementação de cenários “O que aconte-

ceria se”. Além disso, a evolução ajuda em detecção de anomalias, amostragem de redes

e predição do futuro da rede. A Figura 3.10 mostra a evolução da rede que é o conjunto

de Patentes U.S. mantida pela National Bureau of Economic Research (Leskovec et al.,

2007a) com |V| = 3.774.362 e |E| = 16.512.782 de 1975 até 1999. As arestas deste conjunto

são as referências entre as patentes.

3.6 Considerações finais

Neste Caṕıtulo foi apresentada a conceituação da teoria dos grafos utilizada pelas redes

complexas e as principais propriedades estat́ısticas e os algoritmos utilizados na área de

redes complexas. As redes complexas estão cada vez mais presentes nos sistemas compu-

tacionais e com isso o seu entendimento torna-se cada vez mais necessário. Assim, são

importantes a descoberta de novas leis de potência, o desenvolvimento de novos modelos

e ferramentas que consigam analisar como as redes evoluem ou novos padrões.

As principais contribuições desta tese na área de redes complexas são apresentadas

no Caṕıtulo 5. Estas contribuições são representadas pelo algoritmo ShatterPlots que

permite a classificação de uma rede em sintética ou real por meio da deleção aleatória de

aresta até o ponto chamado ShatterPoint (fase de transição das redes reais e sintéticas)

e pelo método FCR, que faz a análise de cliques de tamanho 4 e 5 para a diferenciação

da topologia de nós que possuam quantidade de triângulos semelhantes. Nesses trabalhos
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(a) DPL (b) SSDL

(c) λ1PL (d) GCCPL

Figura 3.10: Evolução da rede complexa Patentes U.S. segundo as leis de evolução. Em
(a) o número de nós e arestas crescem proporcionalmente, (b) o diâmetro diminui com
a evolução da rede, (c) o seu primeiro autovalor cresce com expoente menor que 0.5 e
em (d) o número de nós da GCC cresce até todos os nós da rede formarem uma única
componente conexa

são apresentadas leis bastante uteis e interessantes. Também é apresentada a extensão do

coeficiente de clusterização para a identificação de nós com topologia diferente mas com

grande influência no primeiro autovalor da matriz de adjacência do grafo.
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Caṕıtulo

4

Biased Box Sampling - BBS

4.1 Considerações iniciais

G rande parte das técnicas de redução de tuplas está baseada na amostragem

de dados uniforme, na qual cada elemento tem a mesma probabilidade de ser

selecionado. No entanto, a uniformidade na distribuição de valores e a independência

entre atributos são propriedades bastante incomuns em dados do mundo real. Usualmente,

dados reais são caracterizados pela ampla presença de correlações entre seus atributos e

pela não uniformidade na sua distribuição.

A detecção de agrupamentos foi escolhida dentre os processos de mineração de

dados para ser explorada neste trabalho, pois, a não uniformidade é bastante marcante.

A amostragem de dados é um forte paradigma na redução de dados, usada para viabilizar

a complexidade inerente da tarefa de detecção de agrupamentos, aumentando a velocidade

dos algoritmos. No caso de dados com grandes variações no tamanho dos agrupamentos,

a amostragem balanceada tende a ser melhor. Nesta amostragem, a probabilidade de um

objeto ser inclúıdo depende da densidade local do agrupamento.

69
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Figura 4.1: Conjunto de dados 20-dimensional (projeção 2D) contendo um agrupamento
com 50 mil elementos, oito com mil elementos e 15% de rúıdo.

Na Figura 4.1 é mostrado um exemplo de um conjunto de dados distribúıdos de

maneira não uniforme. Esse conjunto contém nove agrupamentos, um contendo 50 mil

elementos e outros oito contendo mil elementos, além de 15% de rúıdo distribúıdo uni-

formemente. Extraindo-se uma amostra de 1% deste conjunto, esta amostra irá conter

um agrupamento com cerca de quinhentos elementos, e outros oito contendo cerca de dez

elementos bem como algum rúıdo. Nota-se que, numa situação real, o número de agrupa-

mentos será descoberto apenas depois do algoritmo de detecção de agrupamentos ter sido

executado, portanto esta informação não está dispońıvel para o processo de amostragem.

Entretanto, neste exemplo, o algoritmo de detecção de agrupamento não será ca-

paz de encontrar agrupamentos tão pequenos. O problema é que quando a representação

de um agrupamento em um conjunto de dados é significantemente menor que dos outros

agrupamentos, o algoritmo de detecção de agrupamentos pode perder agrupamentos pe-

quenos, misturando-os com o rúıdo. Uma questão que se abre é: “Como uma amostragem

de um conjunto de dados multidimensional pode ser realizada sem perder agrupamentos,

mesmo que este estejam desbalanceados (isto é, o número de elementos é bem diferente),

sem ter nenhum conhecimento prévio sobre os agrupamentos?”.

Baseado nessa questão desenvolveu-se uma nova técnica que realiza uma amos-

tragem de dados balanceada pela densidade local. O algoritmo BBS - Biased Box
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Sampling, foi desenvolvido para implementar essa técnica, apresentando uma complexi-

dade linear O(N · E) em relação a quantidade de objetos N e a quantidade de atributos

E. Os experimentos realizados mostram a sua eficiência na redução do tempo de exe-

cução da amostragem balanceada, sem afetar a precisão dos algoritmos de detecção de

agrupamentos usados em sequência.

4.2 Biased Box Sampling

A principal ideia do algoritmo Biased Box Sampling (BBS) é dividir o espaço em 2E

regiões, sendo que cada atributo divide o espaço ao meio, e conta-se o número de ele-

mentos do conjunto de dados que pertence a cada região. A Figura 4.2 (a) mostra um

conjunto de dados de duas dimensões representado em um hiper-reticulado. A estrutura

que implementa o hiper-reticulado é uma árvore chamada de MG-Tree (Multi Grid Tree

- Árvore Multi Resolução) apresentada na Figura 4.2 (b). Cada região que possui mais

elementos que um dado threshold δ é recursivamente dividida, gerando como estrutura

uma “hyper-quad tree”, a MGc-tree (Multi Grid Compact Tree - Árvore Multi Resolução

Compacta) como representado graficamente pela Figura 4.3 (b). Quando uma região não

alcança o dado threshold, ela é representada por um nó folha e seus elementos são amos-

trados. Os nós folhas podem estar em diferentes ńıveis, refletindo a densidade do espaço

de cada região. A execução da amostragem uniforme em cada nó folha irá recuperar mais

elementos de regiões menos densas, refletindo a variação da densidade sobre o espaço de

dados completo.

O algoritmo BBS tem três partes. A primeira cria a estrutura de multi-resolução,

implementada como uma árvore. Ela é similar ao algoritmo LiBOC (Traina et al., 2000),

a principal modificação é a necessidade de armazenar os elementos em cada nó folha.

Como esta nova técnica tem custo computacional constante para cada ponto, este passo

tem a mesma complexidade que o LiBOC, ou seja O(N · E). O resultado é uma árvore

- MG-tree - onde cada nó não folha armazena a contagem de elementos pertencente a

região correspondente, uma identificação da região é de zero até 2E ponteiros para a

próxima resolução que divide a corrente. Um nó folha armazena apenas os ponteiros para
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(a) (b)

Figura 4.2: (a) Hiper-reticulado de 2 dimensões e 4 ńıveis (b) MG-Tree (Multi Grid Tree
- Árvore Multi Resolução)

os elementos que corresponde àquela região, a qual formam uma lista indexada. Nota-se

que, nesse passo, a árvore tem em cada nó folha uma resolução R − 1. A construção da

MG-tree é ilustrada graficamente pela Figura 4.2 (a) e a sua construção é representada

na Figura 4.2 (b). O valor R define o número máximo de resoluções que o algoritmo

deve tentar para obter uma boa amostragem. O mı́nimo é o limite de como uma boa

amostragem deve ser, e o máximo é o limite da alta densidade da amostra do conjunto de

dados. Se R for ajustado muito alto, o algoritmo irá requerer mais memória para operar

(já que a complexidade de memória requerida pelo algoritmo é O(N ·E ·R)). No entanto,

depois do threshold o aumento de R não irá melhorar a amostra. A primeira parte do

BBS é mostrado como Algoritmo 4.2.1.

Algoritmo 4.2.1 Biased Box Sampling: Criação da árvore - BBSCT
Entrada: Conjunto de dados com N elementos e E atributos, número de ńıveis R
Sáıda: árvore multi-resolução - MG− tree

1: Normalize os atributos do conjunto de dados dentro de um cubo unitário
2: para para cada ponto t no conjunto de dados faça
3: para r = 1/2j, j = 1, 2, 3, .., R− 1 faça
4: Selecione a célula no próximo ńıvel onde t existe como i
5: Incremente o contador Ci,r;
6: se ńıvel = R− 1 então
7: Insira ponto t em uma lista indexada de células i
8: fim-se
9: fim-para

10: fim-para
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(a) (b)

Figura 4.3: (a) Hiper-reticulado de 2 dimensões e 4 ńıveis concatenado (b) MGc-tree -
Multi Grid Compact Tree - Árvore Multi Resolução Compacta

A segunda parte do algoritmo BBS é responsável por reduzir as regiões mais pro-

fundas da Árvore Multi-Resolução, menos densas, transformando a MG-tree gerada pelo

Algoritmo 4.2.1 em uma árvore condensada MGc-tree. Esta parte, mostrada como Algo-

ritmo 4.2.2, olha para cada célula na árvore onde o número de elementos é menor que o

threshold δ. Quando tais células são encontradas, as listas das células filhas são concate-

nadas na lista indexada, transformando seus pais em nós folhas. O resultado é a árvore

compacta MGc-tree, como representada pelas Figuras 4.3 (a) e (b), que tem todos os nós

folhas com aproximadamente o mesmo número de elementos.

Algoritmo 4.2.2 Biased Box Sampling: Join List - BBSJL
Entrada: MG-tree e taxa de amostragem Ratio
Sáıda: Estrutura concatenada - MGc− tree

1: δ = E ∗ 100/(2 ∗Ratio)
2: enquanto Célula 6= NULL faça
3: se Célula do próximo ńıvel 6= NULL então
4: se Nı́vel atual < R então
5: Chama BBSJL(Nvel Atual + 1, Ratio)
6: senão se Cr,i < δ então
7: Concatena lista indexada de células irmãs e transforma os pais em nós folhas;
8: fim-se
9: fim-se

10: Célula recebe próximo ńıvel de célula;
11: fim-enquanto

O valor do threshold (δ) determina o número mı́nimo de elementos que determinada
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célula deve conter para que seja vantajoso descer para o próximo ńıvel da árvore. Esse

valor é estimado no passo 5 do Algoritmo 4.2.2 como δ = E ∗ 100/(2 ∗ Ratio), ou seja,

diretamente proporcional ao número de atributos (E) e inversamente proporcional a taxa

de amostragem (Ratio), pois, quanto menor a taxa de amostragem mais elementos deve

ter a célula para que ao menos um ponto seja recuperado (100/Ratio) e quanto maior

o número de atributos mais os elementos serão divididos no próximo ńıvel. O próximo

passo é realizar a amostragem.

A terceira (e última) parte do algoritmo BBS executa efetivamente a amostragem

em multi-resolução. O algoritmo percorre a árvore até o nó folha da MGc-tree, calcula o

tamanho da amostra para aquele nó utilizando a diferença entre o nó folha e o máximo

número de ńıveis de árvore para aumentar o número de elementos selecionados (passo 7 do

Algoritmo 4.2.3). O oversample por sua vez é determinado pela diferença entre o número

de ńıveis da árvore (R) e o ńıvel atual, valorizando os ńıveis mais altos da árvore. Essa

valorização permite que a amostragem realizada recupere os agrupamentos com pouca

representatividade no conjunto. Mesmo com essa valorização dos ńıveis superiores, os

elementos ruidosos em grande parte dos experimentos foram eliminados pelo algoritmo,

pois estes tendem a estarem distribúıdos de forma esparsa, já a partir do ńıvel zero da

árvore. O passo 8 usa a lista concatenada para escolher elementos da amostra. Na

Figura 4.4 (a) é mostrado em destaque (verde) os elementos selecionados pelo processo de

amostragem no Hiper-Reticulado e na Figura 4.4 (b) os mesmos elementos selecionados

na árvore MGc-tree.

O algoritmo BBS, mostrado como Algoritmo 4.2.4, recebe como entrada o conjunto

de elementos para ser amostrado, a quantidade de atributos, o numero de ńıveis e a taxa

de amostragem, chama as partes mostradas como Algoritmos 4.2.1, 4.2.2 e 4.2.3 e retorna

um vetor indexando com os elementos escolhidos para amostra do conjunto original.
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Algoritmo 4.2.3 Biased Box Sampling: Extrai amostra - BBSES
Entrada: Estrutura de grid concatenada - MGc− tree e taxa de amostragem Ratio
Sáıda: vetor com os ı́ndices dos elementos amostrados

1: enquanto Células 6= NULL faça
2: se Célula do próximo ńıvel 6= NULL e First = NULL então
3: Chama BBSES(Nvel Atual + 1, Ratio)
4: senão se First 6= NULL então
5: tamanhodaamostra = Ratio ∗ Cr,i/100
6: se Nvel Atual −R 6= 0 então
7: tamanhodaamostra = tamanhodaamostra ∗ 2 ∗ (R−Nvel Atual)
8: fim-se
9: Seleciona um ponto da lista indexada e insere no resultado;

10: fim-se
11: Célula recebe a próxima célula;
12: fim-enquanto

(a) Hiper-reticulado (b) MGc-Tree

Figura 4.4: (a) Escolha dos elementos no Hiper-reticulado (b) Escolha dos elementos na
MGc-Tree

Algoritmo 4.2.4 Biased Box Sampling
Entrada: Conjunto de dados com N elementos, E atributos, numero de ńıveis R e taxa

de amostragem Ratio
Sáıda: Conjunto de dados com os elementos selecionados

Chama BBSCT(Conjunto de dados, R)
Chama BBSJL(MG-tree, Ratio)
Chama BBSES(MGc-tree, Ratio)
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4.3 Resultados Obtidos

Foram realizados experimentos com diversos conjuntos de dados, que estão descritos a

seguir. A mesma metodologia experimental foi aplicada para todos os conjuntos de dados.

No primeiro passo foram geradas amostras com o algoritmo proposto BBS e com os

algoritmos apresentados na Seção 2.3.2: DBS (Density Biased Sampling), GBS (Grid

Biased Sampling) e a amostragem uniforme (US), gerando quatro conjuntos de amostra

para cada conjunto de dados amostrado. Em um segundo passo, foi avaliada a qualidade

das amostras obtidas quanto à preservação dos agrupamentos de dados em relação ao

conjunto de dados original. Cada experimento foi repetido dez vezes, gerando dez amostras

com os mesmos parâmetros. Os valores apresentados são a média do processamento de

cada uma das dez amostras.

Figura 4.5: Metodologia utilizada para avaliação do algoritmo BBS

Os parâmetros do DBS foram ajustados conforme indicado em (Kollios et al.,

2003). O parâmetro α foi ajustado do seguinte modo: para conjuntos de dados contendo

rúıdo e várias densidades (incluindo agrupamentos pequenos), α foi atribúıdo com −0.25.

Para conjuntos de dados para várias densidades mas sem rúıdo o α foi ajustado para

−0.5. O outro parâmetro é o número de estimadores de kernel que foram utilizados,

definido como 1000 seguindo a recomendação do autor. Entretanto, podemos notar que

para a utilização do algoritmo DBS, é necessário um conhecimento prévio da distribuição

do conjunto de dados, já que o parâmetro α varia segundo a distribuição do conjunto, isto
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é, se tem rúıdo ou agrupamentos com tamanhos diferentes. No algoritmo GBS, apenas o

parâmetro e necessita ser ajustado, para o qual foi utilizado o valor 0.5 segundo (Palmer

e Faloutsos, 2000).

Para avaliar a precisão da técnica, foi aplicado o algoritmo de agrupamento DBScan

(Ester et al., 1996), sobre os conjuntos de dados originais e sobre as respectivas amostras.

O DBScan foi escolhido por não requerer o número de agrupamentos pré-determinado

como parâmetro, isto é, ele pode encontrar os agrupamentos baseados nas propriedades

dos dados, e por isso ele é apropriado para avaliar a qualidade das amostras. Outro fator

importante é que o algoritmo DBScan consegue identificar rúıdo no conjunto de dados, o

que não é posśıvel com algoritmos baseados em particionamento e hierárquicos. O DBS-

CAN baseia-se na densidade local para descobrir os agrupamentos, e ele pode detectar

rúıdo. A ferramenta WEKA1 possui uma implementação do DBScan. O algoritmo requer

os seguintes parâmetros: o MinPts que é o número mı́nimo de elementos que um agrupa-

mento deve ter, e o raio ε que define a distância máxima para determinar se dois elementos

são vizinhos ou não. Esses parâmetros foram ajustados da seguinte maneira: o valor de

MinPts foi definido como sendo a taxa da amostragem aplicada ao número de elementos

do menor agrupamento existente no conjunto de dados. O raio ε foi experimentalmente

ajustado para cada um dos conjuntos.

Um resumo das informações dos conjuntos de dados utilizados nos experimentos é

apresentado na Tabela 4.1. O conjunto OneBig foi gerado utilizando a ferramenta DBGen

desenvolvida pelo grupo GBDI. Assim, para o OneBig foi posśıvel variar a dimensão do

conjunto e a quantidade de rúıdo presente. A quantidade de rúıdo inserida é sempre uma

porcentagem do número de pontos já existente no conjunto.

Nome # Elementos Agrupamentos E Rúıdo

UniformClusters 10.000 5 2 Sim
Pendigits 10.992 8 16 Sim
OneBig 54000 9 5-100 variado

Tabela 4.1: Conjunto de dados utilizado para os experimentos

1http://www.cs.waikato.ac.nz/ml/weka/
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4.3.1 Conjunto Uniforme

O primeiro conjunto a ser testado foi o “UniformClusters”, proposto como um conjunto

adequado para teste em (Kollios et al., 2003). Ele possui cinco agrupamentos em um es-

paço bidimensional, sendo um grande ćırculo com 30000 elementos, dois pequenos ćırculos

cada um com dez mil elementos, duas elipses, cada uma com 20000 elementos, conectadas

por uma ponte de rúıdo com mil elementos e mais 9000 elementos de rúıdo espalhado pelo

espaço total, como descrito em (Kollios et al., 2003). Neste conjunto, tanto a distribuição

intra-agrupamento como o rúıdo são uniformemente distribúıdos. Por ser um conjunto bi-

dimensional, ele pode ser visualizado facilmente, o que permite interpretar intuitivamente

os resultados dos algoritmos.

Figura 4.6: Visualização do conjunto“UniformClusters”. (a)Conjunto original; e amostras
com 0.5% de taxa de amostragem obtidas dos algoritmos: (b) BBS, (c) DBS, (d) GBS;
(e) US.

A Figura 4.3.1 mostra a visualização do conjunto “UniformClusters”, tanto o con-

junto original (Figura 4.3.1(a)) quanto as amostras com tamanho de 0.5%(obtidas pelos

algoritmos (b): BBS Figura 4.3.1, (c): DBS Figura 4.3.1, (d): GBS Figura 4.3.1 e (e):

US Figura 4.3.1). Como se pode ver, as amostras são diferentes mas todas permitiram

ao DBSCAN encontrar quatro agrupamentos. Contudo, visualmente pode-se ver que a
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amostra gerada pelo BBS é mais próxima do conjunto original. O DBScan encontrou

quatro agrupamentos em todos os conjuntos de amostras do “UniformClusters” e no con-

junto original, apesar do conjunto original possuir cinco agrupamentos. Este resultado foi

devido à ponte de rúıdo entre dois dos agrupamentos, a qual é preservada por todas os

métodos de amostragem.

4.3.2 Conjunto Pendigits

O Conjunto“Pendigits”(obtido do UCI Machine Learning Repository2) é um conjunto bem

conhecido que ilustra a eficiência do BBS para conjunto de dados reais. Para este conjunto

foi aplicada uma metodologia um pouco diferente, já que o número de agrupamentos não

era previamente conhecido. Primeiramente o DBScan foi aplicado ao conjunto de dados

original, sendo o número mı́nimo de elementos (MinPts) ajustado para 10% do conjunto

de dados. Para ε, vários valores foram avaliados, mas o DBScan foi capaz de encontrar

8 agrupamentos no conjunto de dados original apenas quando o ε foi ajustado para 0.4.

O conjunto “Pendigits” possui avaliações de reconhecimento de escrita de d́ıgitos, assim o

número 8 foi escolhido por ser o valor mais próximo de 10. Devido a isso, o valor 0.4 foi

o escolhido para os experimentos.

Tabela 4.2: Número de agrupamentos encontrados no conjunto “Pendigits”.

Variação do tamanho da amostra

Algoritmo 3% 4% 5% 10%
BBS 7 7 7 8
DBS 5 5 6 6
GBS 3 4 7 6
US 2 3 6 2

O resultado deste experimento é mostrado na Tabela 4.2. Para esse conjunto de

dados reais o BBS obteve o melhor resultado em relação a todos os demais algoritmos

de amostragem. A amostra de 10% do BBS permitiu que o mesmo resultado que o

conjunto completo fosse obtido pelo DBSCAN, localizando 8 agrupamentos. Os outros

2http://www.ics.uci.edu/̃mlearn/MLSummary.html
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algoritmos não conseguiram encontrar mais do que 7 agrupamentos para a mesma taxa

de amostragem.

4.3.3 Conjunto OneBig

O conjunto de dados denominado “OneBig” foi testado em diferentes configurações. A

principal caracteŕıstica desse conjunto de dados é a grande diferença de tamanho entre seus

agrupamentos. Este conjunto possui um agrupamento maior contendo 50000 elementos e

outros 8 agrupamentos cada um com 500 elementos, isto é a diferença quanto ao número

de elementos entre o maior e os menores é de 100 vezes. Para este conjunto foram criadas

diversas configurações, variando-se a quantidade de rúıdo e a dimensão.

Tabela 4.3: Número de agrupamentos encontrados no conjunto“OneBig”com amostragem
de 2%, 20 dimensões e variação da quantidade de rúıdo.

Porcentagem de Rúıdo

Algoritmo 0% 10% 20% 30% 40% 60% 80%
BBS 9 9 9 9 9 9 9
DBS 9 9 9 9 9 3 1
GBS 5 4 5 5 5 4 4
US 5 6 5 6 6 6 7

Na Tabela 4.3 são apresentados os resultados da variação de rúıdo no conjunto

de dados “OneBig” para uma amostragem de 2%. Como esperado, os efeitos do rúıdo é

significativamente notável nos casos do US, DBS e GBS. O outro fator que afeta bastante

os algoritmos é a distribuição dos conjuntos de dados. Os algoritmos testados retornaram

elementos dos agrupamentos não encontrados, mas a quantidade não foi suficiente para

o DBScan encontrar todos os agrupamentos, isto é, a quantidade de pontos foi menor

que a quantidade especificada no parâmetro MinPts. O algoritmo DBS retornou número

de elementos suficientes apenas até 40% de rúıdo. Com 60% e 80% de rúıdo apenas

o algortimo BBS retornou elementos suficientes para que o DBScan encontrasse todos

os elementos. Os parâmetros para o DBScan foram ajustados da seguinte maneira, o

MinPts=10, isto é 2% do tamanho do agrupamento menor, e o ε = 0.15, o mesmo utilizado

no conjunto de dados original. A distribuição gaussiana foi escolhida por ser a distribuição
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mais próximas dos conjuntos de dados reais.

Tabela 4.4: Número de agrupamentos encontrados no conjunto“OneBig”com amostragem
de 2%, 30% de rúıdo e variação da dimensionalidade.

Variação da Dimensionalidade

Algoritmo 5 10 20 40 100
BBS 8 9 9 9 9
DBS 9 9 9 9 9
GBS 5 6 4 6 5
US 7 6 6 6 7

Figura 4.7: Quantidade de rúıdo para o conjunto “OneBig” com amostragem de 2%, 30%
de rúıdo e variação da dimensionalidade.

Outro experimento realizado foi avaliar o impacto da dimensionalidade sobre o

conjunto “OneBig”, como apresentado na Tabela 4.4. O rúıdo foi ajustado para 30% e a

taxa de amostragem em 2%. Claramente podemos notar que para 5 dimensões, apenas

o algoritmo DBS retornou elementos suficientes de todos os agrupamentos, sendo o BBS

o segundo melhor retornando 8 agrupamentos. Os algoritmo GBS e US não produziram

resultados corretos em nenhumas das dimensionalidades, sendo fortemente influenciados

pelos 30% de rúıdo. O algoritmo DBS conseguiu sempre recuperar todos os agrupamentos

entretanto a quantidade de pontos considerados rúıdo que foram retornado foi maior que

o BBS. Pode-se notar analisando o gráfico da Figura 4.7 que para 40 dimensões o BBS

não retornou nenhum elemento de rúıdo.
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4.3.4 Escalabilidade

Figura 4.8: Escalabilidade dos algoritmos de amostragem quanto à dimensionalidade (es-
cala logaŕıtmica)

O gráfico apresentado na Figura 4.8 mostra a escalabilidade quanto ao número de

dimensões do algoritmo BBS em relação ao demais algoritmos. Além de mostrar uma

grande eficiência no aumento da representatividade, recuperando em grande parte dos

experimentos uma maior quantidade de elementos dos agrupamentos, podemos constatar

pelo gráfico que o desempenho do algoritmo BBS é tão bom quanto as demais técnicas,

sendo superior ao DBS. O algoritmo DBS tem o pior tempo, pois, o aumento da dimen-

sionalidade faz com com que a leitura de cada ponto pelo algoritmo DBS seja custosa. A

execução do conjunto original no algoritmo DBScan demorou quase 8 horas para encon-

trar todos os agrupamentos. Com isso, podemos concluir que o algoritmo BBS é rápido e

eficiente para a amostragem de dados de grandes bases, seja no número de atributos ou

de tuplas, principalmente quando a presença de rúıdo é elevada. O seu custo é linear no

número de elementos N e no número de dimensões E, assim como os algoritmo GBS e US.

O algoritmo DBS tem seu custo elevado, já que, quanto maior o número de estimadores

de kernel utilizado e dimensões, maior a quantidade de processamento utilizado.
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4.4 Considerações Finais

Este caṕıtulo apresentou o algoritmo BBS - Biased Box Sampling, que realiza amostragem

de maneira eficiente e com excelentes resultados em conjuntos de dados desbalanceados e

com alta presença de rúıdo, isto é, conjuntos que possuam grupos de elementos em quanti-

dade diferentes. Os resultados obtidos com os experimentos mostram o bom desempenho

do algoritmo BBS, comparado com os algoritmos GBS, DBS e US. As comparações foram

realizadas utilizando o conjunto real “Pendigits” e diversas configurações de conjuntos

gerados sinteticamente. Os experimentos mostraram também que o algoritmo de amos-

tragem balanceada BBS é escalável quanto ao número de dimensões do conjunto e robusto

quanto a quantidade de rúıdo presente no conjunto, produzindo um resultado eficiente e

rápido.

A amostragem de dados é uma tarefa importante, já que, os conjuntos de dados

crescem cada vez mais em volume (número de tuplas) e número de dimensões. Além disso,

os conjuntos de dados reais apresentam grupos de elementos com densidades diferentes e

grande quantidade de elementos considerados como rúıdo. Assim, ter um algoritmo linear

que seja capaz de reduzi-los e elimine o rúıdo, mas mantenha a qualidade da amostra

gerada é de suma importância. Como pode ser visto, o algoritmo BBS cumpre todos os

requisitos necessários para um bom algoritmo de amostragem.
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Caṕıtulo

5

Mineração de Redes Complexa: algoritmos,

leis e padrões

5.1 Considerações Iniciais

A s redes complexas estão por toda parte, tais como, as redes sociais, as biológicas

e as de colaboração. Encontrar padrões nestas redes é uma tarefa de mineração

importante, dado que isto ajuda a descobrir anomalias (exceções) e regiões de interesse.

Tradicionalmente, as redes de tamanho pequeno são analisadas localmente para

ajudar a responder questões sobre o comportamento ou as propriedades de um nó em

particular na rede. Apesar desses métodos serem bastante expressivos, eles frequentemente

falham por não serem escaláveis em redes com milhões de nós e arestas. Além disso, muitas

vezes é necessário trabalhar com redes de tamanho grande, já que, como visto no Caṕıtulo

3, as propriedades estruturais tendem a ser diferentes para redes maiores. Com isso, a

mineração de redes complexas nos últimos anos mudou o foco para a analise da rede como

um todo ao invés da visão antiga centralizada em alguns nós da rede.

O principal objetivo desta tese foi explorar grandes conjuntos de dados por meio

85
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do desenvolvimento de técnicas que permitam a mineração dessas grandes redes. Este

objetivo foi mantido nos conjuntos de dados representados como grafos, isto é, as redes

complexas.

Baseado na abordagem de redução de dados, foi desenvolvido um método chamado

ShatterPlots que, permite a distinção de redes complexas entre reais e sintéticas, por

meio da remoção aleatória de arestas da rede até esta atingir o maior valor para o diâmetro

efetivo, chamado ShatterPoint.

Após a exploração da redução de grafos, foi analisado o armazenamento de grafos

em sistemas gerenciadores de base de dados relacionais (SGBDR) que são ferramentas

importantes e poderosas no armazenamento e na recuperação de grandes volumes de

dados de forma eficiente e confiável. O armazenamento foi explorado para a tarefa de

recuperação de cliques de tamanho 4 e 5 denominados κ4 e κ5, por meio do método FCR

- Fast Clique Retrieval. A identificação dos cliques de tamanho 4 e 5 é uma tarefa

importante, pois permite a identificação de grupos potenciais para a venda de serviços

comuns ou recomendação de produtos em sistemas de recomendação. O uso de cliques de

tamanho 4 e 5 em uma extensão do coeficiente de clusterização, transforma esta equação

em uma equação mais rica, que ajuda em outras tarefas de mineração.

A Seção 5.2 apresenta uma descrição de todas as redes complexas utilizadas nos

experimentos realizados com os métodos e algoritmos desenvolvidos. A Seção 5.3 apresenta

o algoritmo ShatterPlots juntamento com os experimentos realizados e a Seção 5.4

apresenta o trabalho relativo à recuperação de κ4 e κ5 com a abordagem FCR - Fast

Clique Retrieval.

5.2 As redes complexas utilizadas

As redes utilizadas nesta tese estão descritas na Tabela 5.1. As colunas são respecti-

vamente o número, o śımbolo que representam as redes, o número de nós e arestas e a

descrição da redes, este último também apresenta o nome e a referência da rede.

As redes sintéticas foram geradas usando os algoritmos descritos nos artigos que

as propões. Para o modelo BR foi usado o modelo apresentado em (Ravasz et al., 2002)
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Número Śımbolo Nó Arestas Descrição
Redes Sociais Online
1 � 75.877 405.739 Epinions network (Richardson et al., 2003)
2 � 33.696 180.811 Enron email net (Klimt e Yang, 2004)
Colaboração Acadêmica (co-autor)
3 ∗ 21.363 91.286 Arxiv cond-mat (Leskovec et al., 2007a)
4 ∗ 11.204 117.619 Arxiv hep-ph (Leskovec et al., 2007a)
Redes de informação (citações)
5 x 34.401 420.784 Arxiv hep-th citations (Gehrke et al., 2003)
6 x 32.384 315.713 Blog citation (Leskovec et al., 2007b)
7 x 238.305 297.338 Patente network (14 anos) (Leskovec et al., 2007a)
Redes Web
7 � 319.717 1.542.940 Stanford – UC Berkeley
8 � 855.802 4.291.352 Google web graph (Google, 2002)
Amazon rede de compras
9 � 473.315 3.505.519 Snapshot 2 (Clauset et al., 2004)
Bipartidos (autores-artigos)
10 + 54.498 131.123 Arxiv astro-ph (Leskovec et al., 2007a)
Internet
11 � 13.579 37.448 AS Oregon (Leskovec et al., 2007a)
12 � 26.389 52.861 CAIDA AS
11 � 22.963 48.436 AS de M. Newman
13 � 62.561 147.878 Gnutella, 31 Mar 2000 (Ripeanu et al., 2002)
Reticulados - Grids
14 � 4.941 6.594 Power Grid western US (Watts e Strogatz, 1998)
redes sintéticas
15 ·5 2D - Synthetic Grid
16 H Erdös-Rényi random graphs (Erdos e Renyi, 1960)
17 ·5 BR - Barabasi Hierarchical Model (Ravasz et al., 2002)
18 ·5 SW - SmallWorld (Watts e Strogatz, 1998)
19 ·5 PA - Preferential Attachment (Barabasi e Albert, 1999)

Tabela 5.1: Conjuntos de dados considerado nesta tese. O śımbolo e o número em cada
linha são utilizados nas figuras das próximas seções.

com 3, 4 e 7 ńıveis para cada uma das três redes. Para o modelo Erdös-Rényi foi usado

o modelo descrito em (Durrett, 2007) utilizando o modelo G(V , E) O número de nós e

arestas usados foram |V| = 1k, 2k, 10k, 100k e |E| = 5k, 14k, 50k, 400k respectivamente.

As redes Preferential Attachment (PA) foram criadas utilizando o modelo descrito

em (Barabasi e Albert, 1999) usando 3k e 4k nós e 3 e 5 como parâmetro para grau. Nas

redes Small World (SW), o gerador segue o modelo apresentado em (Watts e Strogatz,

1998) usando como parâmetros: número de nós |V| = 5k, 8k, 8k, grau igual d = 5, 6, 3 e
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probabilidade de rescrita p = 0.4, 0.9, 0.5. Os grids-2D foram criados com os tamanhos

30x30, 50x50 e 1000x1000 sem a ligação das extremidades. Todos as redes foram geradas

como não direcionadas.

As redes reais foram coletadas de diversas fontes. A seguir será detalhado a for-

mação de cada uma das redes reais:

Redes Sociais Online: A classe das redes sociais online incluem a rede Epinions, que

expressa a relação interpessoal“quem confia em quem”(http:\www.epinions.com),

e a rede Email Enron que é um conjunto de mensagens de e-mail entre dois endereços.

Colaboração Acadêmica: Baseado no base de dados arXiv sendo os nós pessoas e as

arestas a conexão entre pessoas que publicaram pelo menos um artigo juntas.

Redes de informação (citações): As redes complexas de citações foram baseadas em

quem cita quem. A rede hep-th (high energy physics theory) é baseada nos dados

do KDD Cup 2003. A rede Blog consiste de citações entre Blogs. A rede Patente

considera a lista de patente americana mantida pela National Bureau of Economic

Research. Os dados consiste em 37 anos (Janeiro de 1975 à Dezembro de 1999).

Redes Web: A classe de redes baseadas na Web consiste de redes complexas, na qual,

nós representam páginas Web e as arestas representam os links entre as páginas.

Amazon rede de compras: A rede representa a informação sobre compras em lojas,

nos quais os nós representam itens de compra e as aresta representam os itens

frequentemente comprados juntos.

Bipartidos (autores-artigos) Baseado no base de dados arXiv foi constrúıdo uma rede

complexa. Há um nó para cada artigo e um nó para cada pessoa que é autora de

pelo menos um artigo na base arXiv, e uma aresta conectando pessoas para artigos

da sua autoria.

Internet A rede de roteadores que compreende a Internet pode ser organizado em re-

des chamadas Sistemas Autônomos (AS). Cada AS troca informações com alguns

http:\www.epinions.com
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vizinhos (pares). A rede Gnutella consiste de vários sistemas autônomos obtidos de

diferentes fontes como a rede de troca de informação ponto-a-ponto.

5.3 ShatterPlots

O objetivo do algoritmo ShatterPlots é encontrar padrões em redes complexas, reais

e sintéticas, por meio da remoção de arestas. Intuitivamente, dada uma rede G a cada

passo i, Qt arestas são escolhidas aleatoriamente e removidas da rede. A cada remoção um

conjunto de medidas como diâmetro efetivo, autovalor da matriz de adjacência, número de

nós e arestas, etc são coletados da rede e o processo continua até não haver mais nenhuma

aresta na rede. Os nós que se tornam isolados, isto é, não possuem nenhuma aresta

conectada a eles, são removidos da rede. Esse processo, que corresponde ao algoritmo

ShatterPlots, é apresentado graficamente na Figura 5.1.

Figura 5.1: Exemplificação gráfica do algoritmo ShatterPlots. As arestas em vermelho
representam aquelas a serem removidas.

O processo realizado pelo ShatterPlots simula um conjunto de falhas ocorridas

sistematicamente na comunicação dos nós da redes, esse processo é usualmente medido por

meio do diâmetro efetivo da rede que se altera. Inicialmente o diâmetro cresce conforme as

arestas são removidas, já que, nós que eram conexos se tornam desconectados. Entretanto,

após um certo número de arestas serem removidas, a rede se quebra por completo e, com

isso, o diâmetro diminui formando um pico no seu maior valor. Este pico é conhecido como
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“Fase de transição”ou“Ponto Cŕıtico”e como visto no Caṕıtulo 3 é apresentado pelas redes

(Erdös-Rényi). No algoritmo ShatterPlots esse ponto é chamado de ShatterPoint.

O objetivo do algoritmo ShatterPlots é encontrar padrões que permitam dis-

tinguir entre redes reais e sintéticas no ShatterPoint. Assim, este problema pode ser

formulado da seguinte maneira:

Problema 1. Dada uma rede complexa grande e esparsa, verificar se ela é real ou sinté-

tica.

Com o problema principal definido, surgem novas questões que devem ser investi-

gadas. Estas questões são chamadas de filosóficas (PhQ) e são apresentadas a seguir.

PhQ1 As redes reais possuem ShatterPoint?

PhQ2 Se sim, nas redes reais o ShatterPoint ocorre rápido ou não?

Como os experimentos apresentados na Seção 5.3.2 irão mostrar, as redes reais

apresentam ShatterPoint. Além disso, ao contrário de fenômenos naturais, como ava-

lanches, placas tectônicas e outros, que estão no ponto cŕıtico, as redes complexas estão

bem distante deste ponto, isto é, é necessário a remoção de muitas arestas para uma rede

alcançar o ShatterPoint.

A Figura 5.2 apresenta medidas como diâmetro efetivo, número de pares alcançá-

veis e número de nós pertencentes à maior componente conexa (GCC) em três redes reais

durante a remoção aleatória de arestas pelo algoritmo ShatterPlots. Todas as medidas

são em relação a quantidade de arestas existente na rede. Como pode ser observado, ape-

nas o diâmetro mostra um pico nos gráficos apresentados na parte superior da Figura 5.2.

O ShatterPoint, definido como sendo o ponto em que um pico se forma no diâmetro,

é marcado por uma linha em todos os gráficos apresentados na Figura 5.2. As outras

medidas também possuem uma fase de transição, contudo, elas não aparecem de maneira

clara nos gráficos.

No ShatterPoint, a rede é pouco conectada, isto é, qualquer aresta removida

tornará a rede desconexa. Com isso podemos definir que:
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Definição 3. O ShatterPoint é o estágio em que o diâmetro efetivo tem o maior valor.

Definição 4. Para as redes Erdös-Rényi o ShatterPoint definido coincide com a fase

de transição definida na literatura.

Esta ultima definição é importante, pois as redes Erdös-Rényi serão usadas como

validação para os padrões encontrados.

Todas as medidas no ShatterPoint são representadas pelas letras tendo sp subs-

crito. Assim, tem-se Vgccsp, Egccsp, Npairssp,Vsp, Esp, Dsp, dmaxsp(vi),∆s e λ1,sp que são nós

e arestas da componente conexa, número de pares alcançáveis, nós e arestas da rede com-

pleta, diâmetro, maior grau, número de triângulos e primeiro autovalor, todos obtidos no

ShatterPoint.

Tendo respondido as questões filosóficas, surgem outras questões, chamadas de

exploratórias (ExQ), são:

ExQ1 Qual a proporção |Esp| / |E| (isto é, a fração de arestas no ShatterPoint)? Esta

fração, chamada “Edges shattering ratio”, depende do tamanho da rede ou não?

ExQ2 O que representa a relação |Vsp| vs. |V|?

ExQ3 Redes sintéticas tem o mesmo comportamento no ShatterPoint? Ou elas seguem

leis diferentes?

ExQ4 O que pode ser conclúıdo sobre |Esp| vs |Vsp|? E sobre a maior componente conexa

no ShatterPoint?

Todas essas questões serão respondidas na Seção 5.3.2. Intuitivamente, o algoritmo

ShatterPlots mede no ShatterPoint se com a remoção de uma grande quantidade de

arestas a rede tende a se tornar uma longa cadeia de arestas ou um conjunto de nós

com grande quantidade de nós de grau um conectados a eles e quão rápido a rede chega

neste estágio. A rapidez para chegar no ShatterPlots, isto é, a quantidade de arestas

removidas, e o formato da rede no ShatterPoint permite a extração de padrões valiosos

que permite separar as redes em reais e sintéticas.
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5.3.1 Descrição do algoritmo ShatterPlots

Nesta subseção é apresentado o algoritmo ShatterPlots. Contudo, ao invés do algoritmo

começar com a rede complexa e remover arestas aleatoriamente, ele começa com uma rede

vazia e insere arestas aleatoriamente. O Algoritmo 5.3.1 apresenta os detalhes.

Algoritmo 5.3.1 ShatterPlots Adaptativo

Entrada: Rede G(V , E)
Sáıda: ShatterPoint e as medidas neste ponto

1: Embaralhe a lista de aresta |E|
2: Crie a rede temporária H(V ,Ø), com V nós
3: ε = 0.005 ou ε = 1/λ1

4: t = 0
5: Qt = ε ∗ |E|
6: enquanto H ! = G faça
7: Insira Qt arestas aleatoriamente em H
8: t = t+ 1
9: Medir propriedades estruturais de H (diâmetro, componente conexa, λ1, etc.)

10: Dt = diâmetro efetivo H
11: se t > 1 então
12: se Dt −Dt−1 ≥ 1 então
13: Qt = Qt−1/2
14: senão se Dt −Dt−1 ≤ −1 então
15: Qt = 2 ∗Qt−1

16: fim-se
17: senão se ε = 1/λ1 então
18: Qt = 0.005 ∗ |E|
19: fim-se
20: fim-enquanto

A ideia é embaralhar a lista de aresta da rede G e construir o grafo temporário

H adicionando a cada iteração uma quantidade Qt de arestas aleatoriamente. Após cada

inserção, medidas estruturais são feitas na rede, como diâmetro, número de pares alcançá-

veis, números de triângulos, primeiro autovalor da matriz de adjacência e número de nós e

arestas da maior componente conexa. Este processo é repetido até a rede estar completa,

isto é, contendo todos os nós e arestas da lista de aresta inicial.

Idealmente as propriedades da rede complexa seriam computadas após a inserção

de cada aresta. Contudo, esta abordagem seria muito demorada, por isso um conjunto de

arestas é inserido a cada iteração. A questão que surge é, qual é a quantidade apropriada

de arestas para cada inserção de maneira que o ShatterPoint não seja perdido? A
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resposta para esta questão é um método adaptativo. O método começa com um pequeno

número de arestas e se não há uma mudança maior que um threshold no diâmetro a

quantidade de arestas a ser inserida aumenta. De modo oposto, a quantidade de arestas

diminui se o diâmetro começa a crescer de modo a alcançar o ShatterPoint. O mesmo

processo poderia ser aplicado de maneira inversa, isto é, ao invés de inserir arestas, elas

seriam removidas.

Escalabilidade: o Algoritmo ShatterPlots Adaptativo é escalável quanto ao

número total de arestas da rede |E|. Assim, o método é capaz de processar redes com-

plexas grandes. O algoritmo é ainda mais rápido, até 8 vezes, se o padrão Eigenvalue ,

apresentado na seção 5.3.2, for utilizado como valor inicial para Qt.

Primeiro, assume-se que a inserção de uma aresta é uma operação de tempo cons-

tante. Isto é verdade para a maioria das implementações de redes complexas. Em algumas

implementações, ela pode ser logaŕıtmica/linear na média do grau do nó, mas como as

redes reais são esparsas, isto é praticamente constante. Segundo, por meio da função de

aproximação de vizinhança usada no algoritmo ANF, o diâmetro efetivo é calculado em

tempo linear O(E) no número de arestas. O diâmetro efetivo é utilizado por ser mais

robusto quanto a medida entre pares de nós em uma rede (Seção 3.3.3).

Contudo, isto não resolve o problema imediatamente: se uma implementação sim-

plista for usada e o algoritmo inserir um número constante de arestas a cada passo, então

o algoritmo será quadrático no número de arestas O(E2) (O(E) de iterações do Shatter-

Plots, e o fator de O(E) para cada execução do algoritmo ANF).

O algoritmo ShatterPlots é um método adaptativo, pois ele ajusta o número de

arestas inseridas na rede. Este ajuste faz com que o número de arestas inseridas diminua

se o diâmetro aumentar mais que um certo threshold e aumente se o diâmetro se manteve

estável. Isto torna constante o número de iterações do algoritmo, fazendo com que ele

seja escalável quanto ao número de arestas.

Há duas versões do algoritmo ShatterPlots. A primeira chamada Proportional

ShatterPlots que tem o valor inicial Qt igual a ε = 0.005 e a outra versão chamada

de Eigenvalue ShatterPlots usa 1/λ1 como valor inicial para o ε no Qt. Segundo
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o padrão Eigenvalue , apresentado na seção 5.3.2, todas as redes estão acima da linha

Esp/E = 1/λ1, então Esp é maior que 1/λ1 ∗ E no ShatterPoint. Assim, o valor inicial ε

pode ser 1/λ1. Para Eigenvalue ShatterPlots nenhuma das redes da extensiva coleção

utilizada perdeu o ShatterPoint. Entretanto, no caso do Eigenvalue ShatterPlots

perder o ShatterPoint, uma solução fácil seria a aplicação do algoritmo Proportional

ShatterPlots entre 0 e valor Qt = 1/λ1. Na seção escalabilidade (5.3.3) será apresentado

os tempos das duas versões do algoritmo ShatterPlots.

5.3.2 Experimentos

As Figuras 5.3 e 5.4 mostram os gráficos das propriedades estruturais medidas no Shat-

terPoint. Os eixos estão em escala linear-linear na figura (d) e log-log em (a), (b), (c),

(e) e (f). As linhas teóricas/esperadas estão presentes (todas com coeficiente de correlação

acima de 0.98) quando o gráfico parece apresentar uma forte correlação. As linhas em

azul representam os resultados obtidos e as linhas vermelhas o resultado teórico esperado.

Cada experimento é a média de 10 execuções.

Como pode ser visto na Figura 5.3 (a), todas as redes testadas apresentaram Shat-

terPoint, sendo que a razão nó-aresta para todas elas no ShatterPoint, Vsp/Esp, segue

uma linha com o ângulo sendo 1.30. Isto significa que, no ShatterPoint, o número de

nós Vsp é cerca de 30% maior que Esp. Nesta relação os nós isolados não são considerados,

o que demonstra que a rede neste ponto é composta por diversas componentes conexas

pequenas. Esta observação responde as questões PhQ2 e parte das questões ExQ3 e ExQ4.

Foi observado também que o ShatterPlots aplicado as redes Erdös-Rényi levam

o ShatterPoint a ser a “Fase de transição” predita na teoria para essas redes. Em todas

as redes Erdös-Rényi o valor de Esp no ShatterPoint satisfaz a condição Esp = V/2 e

Vsp = V ∗ (1 − 1/e), que é exatamente a condição de fase de transição apresentada na

Seção 3.4.
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(a) |Vsp| vs. |Esp|

(b) Esp/E vs. 1/λ1

(c) |Vsp| vs. |V|

Figura 5.3: Propriedades estruturais no (ShatterPoint). As redes sintéticas são repre-
sentadas em triângulos; Erdös-Rényi em triângulos pretos. (a)número de nós não isolados
(Vsp) versus número atual de arestas Esp no ShatterPoint (padrão 30-per-cent); (b) nú-
mero de arestas atuais Esp sobre o número de arestas total E versus um sobre λ1, primeiro
autovalor da rede original (padrão Eigenvalue pattern); Amazon esta desviando da linha
bem como as redes sintéticas BR, PA e 2D-grid. (c) número de nós sobreviventes, isto é,
não isolados Vsp versus número total de nós da rede original V (padrão NodeShatteringRa-
tio ) 2D-grid estão a cima da linha do Erdös-Rényi ; SW estão juntos com o Erdös-Rényi ,
BR e PA estão acima da linha “c” e abaixo da linha “b”
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(d)
√
dsp vs. λ1,sp

(e) Vgccsp vs. Egccsp

(f) κ3sp vs. Esp

Figura 5.4: (d)a raiz quadrada do maior grau no ShatterPoint dmaxsp(vi) versus λ1,sp

no ShatterPoint (padrão Root-degree ); (e) número de nós Ngccsp versus número de
arestas Egccsp da GCC no ShatterPoint (padrão TreeGCC); (f) número de Triângulos
κ3sp versus número de arestas Esp (padrão TriangleRatio). A rede Power Grid tem um
número desproporcional de triângulos. Apenas as redes com um ou mais triângulos são
apresentadas nesse gráfico.
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Padrão 30-per-cent

Padrão 1 (30-per-cent). O ShatterPoint de todas as redes ocorre quando Vsp é 30%

maior que Esp.

Justificativa Teórica Para as redes Erdös-Rényi o padrão 30-per-cent pode ser pro-

vado:

Nas redes Erdös-Rényi na fase de transição tem se que:

Esp = 1/2 ∗ Vsp ∗ e/(e− 1) = 0.79 ∗ Vsp (5.1)

na qual e = 2.718. Identicamente, Vsp = 1.26Esp, o que é bem próximo aos 30%.

Prova: no ShatterPoint tem-se Vsp = V ∗ (1 − 1/e) e Esp = V/2. Substituindo V ,

completa-se a prova. CQD

Discussão: é uma surpresa todas as redes seguam este padrão, pois como será visto

a seguir, para todos os outros padrões encontrados no ShatterPoint as redes reais se

diferem bastante das redes Erdös-Rényi .

Exceções: este é um dos poucos padrões que parece ser universal. Assim, este padrão

não ajuda a encontrar exceções nas redes, bem como distingui-las entre reais e sintéticas.

Entretanto, os padrões apresentados a seguir o fazem.

Padrão Eigenvalue

Seja Esp/E definido como Edges Shattering Ratio, que é a fração de arestas que a rede

contém no ShatterPoint. A Figura 5.3 (b) mostra que a porcentagem de arestas mantidas

na rede no ShatterPoint tem uma forte correlação com 1/λ1. Esta observação responde

a questão ExQ1. De fato, este padrão mostra que o Edge Shattering Ratio não depende

do tamanho da rede, mas sim do primeiro autovalor da matriz de adjacência da rede.

Então tem-se:
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Padrão 2 (Eigenvalue ). A fração de arestas

Esp/E = ct ∗ 1/λ1, (5.2)

na qual ct é uma constante e λ1 é o primeiro autovalor da matriz de adjacência da

rede.

Justificativa Teórica: o Edge Shattering Ratio é a porcentagem de arestas que ainda

cria um grande componente conexa. 1/λ1 é conhecido como o “Epidemic Treshold” do

modelo SIS (Suscept́ıvel-Infectado-Suscept́ıvel) apresentado na Seção 3.3.5.

Discussão: a razão Esp/E é também conhecida como Percolation Threshold, apresentado

na Seção 3.4, é a fase de transição das redes sintéticas 2D-grids. Para os 2D-grids o

Percolation Threshold das arestas é bem definido como sendo 0.5 (Kesten, 1980), sendo

assim é esperado que as redes sintéticas 2D-grids sejam excessões neste padrão.

Excessões: neste padrão pode-se ver que algumas redes sintéticas como PA, BR e 2D-

grids desviam da tendência formada pelas redes reais.

Padrão NodeShatteringRatio

A Figura 5.3 (c) mostra o padrão Node Shattering Ration que é a relação entre nós

no ShatterPoint Vsp versus o número de nós da rede original V . Três linhas foram

desenhadas na Figura 5.3 (c). A linha (a) - pontilhada - é exatamente V = Vsp que é o

limite máximo, a linha (b) - linha sólida - é a linha teórica das rede Erdös-Rényi e a linha

(c) - linha tracejada - é Vsp = 0.37 ∗ V é a linha em que todas as redes reais estão abaixo

dela. Como pode se ver, este padrão responde as questões ExQ2 e ExQ3.

Padrão 3. As redes sintética são próximas a Vsp = 0.63 ∗ V.

Justificativa teórica: Como já visto, todas as redes Erdös-Rényi na fase de transição

têm

Vsp = V ∗ (1− 1/e) (5.3)



Caṕıtulo 5 - Mineração de Redes Complexa: algoritmos, leis e padrões 100

e (1− 1/e) = 0.63, onde e = 2.718.

Discussão: a explicação é que a maioria das redes reais tem muitos nós com grau

igual a um, d(vi) = 1, o que faz as redes terem uma distribuição do grau do nó que

segue uma lei de potência, e estes nós tem uma alta probabilidade de estarem isolados

no ShatterPoint. Um exemplo é a rede AS-Oregon, na qual a distribuição do grau é

apresentada na Figura 5.5 (c). Por outro lado, redes como os 2D-grids têm a maioria dos

nós com o grau igual a quatro, e as redes Erdös-Rényi tem pouca variação na distribuição

do grau do seus nós, isto é, os nós têm o grau próximo a média do grau. Todos essas

redes têm poucos nós isolados quando elas estão no ShatterPoint. As redes 2D-grids

possuem menos nós isolados que as redes Erdös-Rényi . Este é o motivo que faz as redes

2D-grids (triângulos laranjas) estarem acima da linha das redes Erdös-Rényi (triângulos

pretos), isto é, eles têm no ShatterPoint muito mais nós conexos que as redes reais.

Contudo, algumas redes, como Amazon e Gnutella, são mascaradas, isto significa que,

elas têm uma distribuição do grau do nó que não segue fielmente uma lei de potência,

como mostra as Figuras 5.5 (a) e (b), respectivamente. Para essas redes pode ser visto

que o ShatterPoint ocorre mais rápido que em outras redes como AS-Oregon (Figura

5.3 (c)).

Excessões: o padrão NodeShatteringRatio é provavelmente o melhor detector de redes

reais, sintéticas e mascaradas, pelo menos no conjunto de redes estudadas. Note se que,

todos as redes sintéticas estão perto da linha “b” e acima da linha “c” - Vsp = 0.37 ∗ V -

na Figura 5.3(c).

Padrão Root-degree

A Figura 5.4 (d) apresenta o primeiro autovalor da matriz de adjacência da rede no

ShatterPoint, chamado de λ1,sp, versus
√
dmaxsp(vi), que é a raiz quadrada do maior grau

do nó da rede no ShatterPoint. Nesta figura também é mostrado a linha de tendencia

que segue a equação λ1,sp =
√
dmaxsp(vi).

Padrão 4. Todas as redes seguem λ1,sp ≥
√
dmaxsp(vi).
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(a) Amazon (b) Gnutella

(c) AS Oregon (d) Web Google

Figura 5.5: Distribuição do grau do nós das redes: (a) Amazon, (b) Gnutella, (c) AS
Oregon e (d) Web Google
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Como apresentado na seção 3.3.3, os autovalores comprovam a tendência apresen-

tada pelas redes estudadas.

Justificativas Teóricas: todas as redes que tendem a estar pouco conectadas e se

assemelham a uma árvore tem-se: λ1(G) =
√
dmax(vi)

Discussão: o teorema 2 apresentado na Seção 3.3.3 vale para qualquer rede, incluindo

aquelas no ShatterPoint.

Especificamente para as redes Erdös-Rényi (triângulos pretos) tem se que o auto-

valor λ1,sp é constante e independente do número de nós V da rede.

Padrão 5. O valor λ1,sp para as redes Erdös-Rényi estudadas é constante: ≈ 2.8

A rede Power-Grid esta abaixo da linha que representa a tendência seguida pelas

redes na Figura 5.4 (d). Isto significa que no ShatterPoint ela é uma rede bem conectada,

já que, quanto mais distante o valor λ1 for da
√
dmax(vi) mais bem conectada uma rede

será. Na Figura 5.6 é mostrado o nó de maior grau da rede Power-Grid na rede original

(Figura 5.6 (a)) e no ShatterPoint (Figura 5.6 (b)). Pode-se ver que este nó ainda

continua com alguns triângulos e muitas conexões inclusive no ShatterPoint, onde espera-

se nós pouco conexos. Por ser um processo aleatório, é esperado que os nós de maior grau

sejam os nós que terão mais arestas removidas no ShatterPlots, já que, eles são os nós

com maior número de arestas. Além disso, olhando-se o padrão NodeShatteringRatio a

rede Power Grid esta muito perto da linha “a” da Figura 5.3(c), o que significa que Vsp é

próximo V .

Padrão TreeGCC

Na Figura 5.4 (e) é mostrado que a maioria das redes no ShatterPoint tem aproxima-

damente a mesma quantidade de arestas (|Egccsp|) e nós (|Ngccsp|) na maior componente

conexa (GCC). Assim, esse padrão responde a segunda parte da ExQ4.

Padrão 6. A grande componente conexa de todas as redes no ShatterPoint tem Egccsp ∼=

Ngccsp.
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Figura 5.6: Nó de maior grau da rede Power-Grid: (a) Rede original (|V| = 20 e |E| = 29)
e (b) ShatterPoint (|Vsp| = 19 e |Esp| = 25)

Discussão: sabe-se que acima do ShatterPoint a rede é bem conectada e abaixo ela é

completamente desconectada. Assim, no ShatterPoint espera-se que a rede seja pouco

conectada. Isto significa que, a remoção de uma pequena quantidade de arestas de uma

rede no ShatterPoint fará a rede se tornar completamente desconectada. Por este padrão

pode se ver que a GCC no ShatterPoint parece-se com um árvore. Entretanto, algumas

redes como o Power Grid estão bem abaixo da linha da Figura 5.4 (e), mostrando-se mais

conectadas que uma árvore. A Figura 5.6, que mostra o nó com maior grau da rede Power

Grid, é um exemplo que os nós desta rede ainda permanece bem conectados mesmo no

ShatterPoint. A diferença entre esse padrão e o 30-per-cent é que neste os nós e arestas

fora da GCC são ignorados enquanto no padrão 30-per-cent eles são inclúıdos. Note-se

que em nenhum padrão os nós isolados são considerados.

Padrão TriangleRatio

Na Figura 5.4 (f) é mostrado que no ShatterPoint a maioria das redes têm poucos

triângulos. As redes que apresentam uma quantidade nula de triângulos no ShatterPoint

não foram inclúıdas no gráfico já que os eixos são logaŕıtmicos.

Padrão 7. As redes no ShatterPoint tem poucos ou nenhum triângulo (κ3,sp ≈ 0).

Excessões: neste padrão a rede Power Grid é a exceção.

Discussão: no ShatterPoint espera-se que as redes sejam pouco conectadas, e isto

pode ser visto nos padrões TreeGCC, que diz que a GCC parece com uma árvore, e no
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padrão Root-degree , em que é mostrado que o valor do λ1,sp é fortemente correlacionado

com o maior grau da rede no ShatterPoint.

Para a rede Power Grid, foi observado que ela esta abaixo da linha de tendencia

dos dados na Figura 5.4 (e), o que significa que ela tem mais arestas do que nós na GCC,

isto é, ela é mais conectada que uma árvore. Também ela tem o valor de λ1,sp maior que√
dmaxsp(vi) como visto na Figura 5.4 (d). Isto significa que, o autovalor dela não esta

correlacionado com o maior grau, o que também prova que ela é mais conectada que uma

árvore (Figura 5.6 (b)).

Observa-se também, que a relação entre o número inicial de triângulos (κ3) da rede

Power Grid é muito maior que a das outras redes. Por exemplo, inicialmente a rede Power

Grid tem κ3 = 651 enquanto Web Google tem κ3 = 13, 356, 298, já no ShatterPoint a

rede Power Grid tem κ3sp = 209 enquanto a rede Web Google tem κ3sp = 556.

Como pode ser visto todos os padrões estão interligados e refletem o comporta-

mento das redes no ShatterPoint. Os modelos de geração de redes sintéticas testados

mostram que ainda existem falhas no cumprimento de todas as propriedades estat́ısticas

das redes complexas reais e, por isso, esta área ainda necessita de mais trabalho. Assim,

o uso de alguns modelos de redes complexas sintéticas para o estudo de propriedades das

redes complexas pode levar a conclusões errôneas que interfiram no resultado da minera-

ção.

5.3.3 Escalabilidade

O algoritmo ShatterPlots é uma ferramenta rápida que necessita apenas de uma leitura

na lista de aresta em cada iteração. O número de iterações depende de quão rápido

possa-se chegar ao ShatterPoint.

A escalabilidade das duas versões do algoritmo ShatterPlots é apresentada na

Figura 5.7, que apresenta o tempo de execução versus o quantidade inicial de arestas das

redes. As redes utilizadas foram as redes sintéticas Erdös-Rényi , por se tratar de um

experimento controlado. O número de aresta total de cada uma das redes utilizadas é

|E| = 50k, 200k, 300k, 500k, 600k e o número de nós |V|= 10k, 40K, 60k, 80k, 100k,
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respectivamente. Os experimentos rodaram em uma Quad Xeon (2.66 GHz), com 8Gb de

RAM, rodando Linux (Ubuntu) e os resultados são médias de 10 execuções.

Figura 5.7: Escalabilidade

Figura 5.8: ShatterPlots da rede Erdös-Rényi com 500k arestas usando Eigenvalue

ShatterPlots (triângulos azuis) e Proportional ShatterPlots (ćırculos vermelhos).

Os mesmos conjuntos de dados foram utilizados em ambos os algoritmos. O algo-

ritmo Proportional ShatterPlots é representado pelos triângulos pretos e Eigenvalue

ShatterPlots pelos triângulos cinzas. As linhas traçadas (tracejada em preto e a sólida

em vermelho) demonstram que o algoritmo escala de maneira linear quanto ao tamanho

da rede, sendo o Eigenvalue ShatterPlots significantemente mais rápido (até 8x) que



Caṕıtulo 5 - Mineração de Redes Complexa: algoritmos, leis e padrões 106

o Proportional ShatterPlots.

A Figura 5.8 apresenta a execução de uma das redes sintéticas pelo algoritmo Pro-

portional ShatterPlots e Eigenvalue ShatterPlots. Nota-se que ambos encontra-

ram o mesmo ShatterPoint, sendo que o algoritmo Eigenvalue ShatterPlots começa

com um grande valor para a primeira inserção de arestas diminuindo assim o número

de iterações, sendo o Proportional ShatterPlots com 129 iterações e o Eigenvalue

ShatterPlots com 17 iterações.

5.4 A técnica FCR - Fast Clique Retrieval

Os sistemas gerenciadores de base de dados (SGBD) são ferramentas poderosas para o

armazenamento de grande volume de dados e vem sendo usada com sucesso por diversas

instituições há mais de quarenta anos. Este sucesso pode ser explicado pela simplicidade

do modelo relacional, que armazena os dados e que é constitúıdo por relações, e pelo

surgimento de uma linguagem de manipulação simples e eficiente, a SQL (Structured

Query Language). Como apresentado no Capitulo 3, dados representado como grafos

têm crescido em termos de aplicações e volume de dados. As relações entre tabelas em

um banco de dados relacional pode ser vista como um grafo. Com isso, muitas vezes é

desejável minerar os dados armazenados em um banco de dados com tarefas de mineração

de grafos, sem ter que extrair o grafo do banco de dados e armazená-lo em outra estrutura,

isto é, quer se minerar o grafo diretamente no banco de dados.

Como visto na Seção 3.3.3, a descoberta de triângulos é uma tarefa importante

para as redes complexas, pois, eles são a parte principal do coeficiente de clusterização,

indicam transitividade e podem ajudar na identificação de comunidades.

Contudo, em situações como a apresentada na Figura 5.9, somente o número de

triângulos ou o coeficiente de clusterização não são suficientes para diferenciar nós com

topologias diferentes. Isto ocorre por que, apesar dos exemplos apresentados na Figura

5.9 possúırem topologias distintas, eles possuem o mesmo grau e mesmo quantidade de

triângulos, o que significa que eles possuem o mesmo valor para o coeficiente de clusteriza-

ção (= 0.2). Identificar topologias diferentes é importante para sistemas de recomendação
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e venda de produtos e serviços, dado que um nó como o representado pelo ponto preto

na Figura 5.9 (a) pode indicar uma relação mais participativa entre o nó (por exemplo

uma pessoa) e um conjunto seleto de nós (por exemplo amigos) ao contrário do que é

representado pela Figura 5.9 (b).

(a) (b)

Figura 5.9: Duas representações de nós com o centro em preto com suas respectivas
vizinhanças são apresentados em (a) e (b). Os nós centrais (em preto) como mesmo valor
para o coeficiente de clusterização 0.2 mas topologias diferentes.

Em termos computacionais, o problema de identificar nós com topologias distintas

é definido como verificar se um nó participa de um clique de tamanho maior que 3 (κ3),

isto é, tamanho 4 (κ4) e 5 (κ5). Além da contagem e listagem dos cliques κ4 e κ5, este

trabalho também propõe uma extensão do coeficiente de clusterização que incorpore a

contagem desses cliques para descobrir, de fato, se um dado nó ou a rede esta próxima de

se tornar um clique, já que como mostrado na Figura 5.9, o coeficiente de clusterização

tradicional não é suficiente.

Observou-se também que, os cliques κ5 e κ4, assim como o κ3, seguem diversas leis

de potência, sejam elas em relação ao grau dos nós, a distribuição dos cliques ou a relação

entre cliques, por exemplo κ4 vs. κ3.

Outra observação importante é que os cliques κl, com l ∈ {3, 4, 5}, são mais

influente do que o grau do nó em relação ao primeiro autovalor (λ1) da matriz de adjacência

da rede.

Contudo, mesmo em redes esparsas, a recuperação de cliques κ4 e κ5 é uma ta-

refa que, se mal implementada, pode ser muito custosa. Além disso, o tamanho das

redes complexas tem crescido consideravelmente nos últimos anos, o que torna ainda mais
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importante o uso de armazenamento eficiente.

As seções seguintes apresentam as observações, experimentos e o método desenvol-

vido, chamado FCR - Fast Clique Retrieval, que utiliza um SGBD para a contagem

e listagem dos cliques κ5 e κ4.

5.4.1 Coeficiente de Clusterização Genérico

A Figura 5.10 apresenta três subgrafos que representam os nós u, v e w e a vizinhança de

cada um deles. Cada um dos nós apresentados tem o mesmo grau (d(u) = d(v) = d(w) =

12) e o mesmo número de triângulos (κ3(u) = κ3(v) = κ3(w) = 6), consequentemente

o mesmo coeficiente de clusterizaçao 2∗6
13∗(13−1)

= 0.077. Contudo, eles tem diferentes

números de κ4 (κ4(u) = 0, κ4(v) = 1, κ4(w) = 4) e κ5 (κ5(u) = κ5(v) = 0, κ5(w) = 1).

Em uma rede social os nós u, v e w podem ser visto como pessoas que possuem um

tipo de relacionamento diferente entre seus amigos (nós vizinhos). O nó com topologia em

que a quantidade de κ4(vi) e κ5(vi) é maior que outros mas com o mesmo d(vi), como o nó

w, pode representar um nó com uma vizinhança que possui um relacionamento mais forte,

isto é, muito dos seus amigos são amigos entre si. Esta identificação pode ser usada como

referência para sistemas de recomendação para a venda de um serviço ou produto para

essa vizinhança com relacionamento mais forte, já que, um relacionamento interpessoal

forte pode influenciar mais a compra de produtos e serviços similares entre as pessoas.

(a) Nó central u (b) Nó central v (c) Nó central w

Figura 5.10: Três subgrafos na qual o nó central u, v, w tem o mesmo grau d(u) = d(v) =
d(w) = 12 e κ3(u) = κ3(v) = κ3(w) = 6: (a) o nó central u tem apenas triângulos, (b)
um κ4 centrado no v, (c) quatro κ4 e um κ5 centrado no nó w

Para enfatizar a diferença da conectividade de um nó e a sua vizinhança, como

mostrado na Figura 5.10, foi adicionado ao coeficiente de clusterização original a contagem

de cliques de tamanho maiores, criando assim uma nova equação chamada Coeficiente
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de Clusterizaç~ao Generalizado.

A generalização da definição do coeficiente de clusterização para cliques de tama-

nhos l pode ser feita usando a combinação de arestas que podem formar um clique de

tamanho l, como

(
d(vi)

l − 1

)
= d(vi)!

(l−1)!·(d(vi)−(l−1))!
. Assim, o Coeficiente de Clusterizaç~ao

Generalizado é definido na Equação 5.4 para um nó vi.

Ck(vi) =
k∑
l=3

κl(vi)(
d(vi)

l − 1

) (5.4)

sendo κl(vi) o número de cliques de tamanho l e d(vi) é o grau do nó vi.

O Coeficiente de Clusterização Generalizado considerando os cliques até κ5 (l = 5)

é apresentado na equação 5.5.

C5(vi) =
2 ∗ κ3(vi)

(d(vi) ∗ (d(vi)− 1))
+

6 ∗ κ4(vi)

(d(vi) ∗ (d(vi)− 1) ∗ (d(vi)− 2))
+

24 ∗ κ5(vi)

(d(vi) ∗ (d(vi)− 1) ∗ (d(vi)− 2) ∗ (d(vi)− 3))

(5.5)

5.4.2 Leis de potência dos Cliques

Como visto no Capitulo 3 o primeiro autovalor da matriz de adjacência da rede complexa

tem uma grande importância na mineração das redes, especialmente para o estudo do

Epidemic Threshold. Na literatura, o nó com maior grau é usado como o nó que mais

influencia no primeiro autovalor da matriz de adjacência da rede complexa. Apesar disto

não ser sempre verdade, o nó com maior grau tem sido usado por ser a melhor aproximação,

pois não há métodos eficientes para se descobrir o nó com maior influencia, a não ser

testando a remoção de cada um dos nós e computando o primeiro autovalor, o que torna

esta método inadequado para grandes grafos. Também é conhecido que o nó que mais

influencia o autovalor são nós que, quando removidos, tendem a deixarem os nós vizinhos

mais desconectados, mas não isolados.
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Intuitivamente, nós que possuem uma grande quantidade de cliques κl com

l = 3, 4, 5, isto é, que tem o maior valor para o Coeficiente de Clusterizaç~ao Ge-

neralizado, tendem, quando removidos, a causarem uma grande quantidade de quebras

no grafo e assim ser mais influente no primeiro autovalor da matriz de adjacência da rede

do que os nós com alto grau. Assim, é proposta a lei chamada eigenvalue drop1 que

será comprovada por experimentos nas próximas seções.

Lei 1 (eigenvalue drop). Os nós com maiores valores para Coeficiente de Cluste-

rizaç~ao Generalizado, tendem a ser mais influentes no primeiro autovalor da matriz

de adjacência de uma rede (λ1).

Outra relação importante de ser analisada é a dos cliques versus o grau do nó.

Quanto maior o grau de um nó maior deve ser a quantidade de cliques de tamanho

l = 3, 4, 5 que este nó possui e esta relação segue uma lei de potência chamada Grau-

Clique (Lei 2).

Lei 2 (Grau-Clique). A relação entre a média do número de cliques de tamanho l versus

o grau φ de um conjunto de nós de uma rede segue uma lei de potência com expoente

α > 0.

κl = φα (5.6)

sendo κl a média de cliques de tamanho l, φ é um certo grau e α > 0 é o expoente da lei.

Como visto nas seções anteriores, os triângulos, cliques de tamanho 3, se conectam

para formar cliques de tamanho maior, isto é, 4. Da mesma maneira os cliques de tamanho

4 se conectam para formar cliques de tamanho 5. Esta relação de transformação também

segue uma lei de potência chamada Clique-Clique (Lei 3), pois, quanto maior o número

de cliques de tamanho l maior também será o número de cliques de tamanho l + 1.

Contudo, conforme o tamanho l dos cliques aumenta, maior tende a ser o número de nós

que se desviam da tendencia.
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Lei 3 (Clique-Clique). Um dado número de cliques de tamanho l que usualmente se

conectam formando cliques de tamanho j com j > l seguindo uma lei de potência com

α > 0.

κj = κl
α (5.7)

sendo κj a média de cliques de tamanho j e κl o número de cliques de tamanho l com

t < j.

Assim como a distribuição do grau do nó da rede, a distribuição dos cliques tam-

bém segue uma lei de potência, isto é, muito nós têm poucos cliques enquanto alguns

nós possuem muitos cliques. Isto se deve ao fato de que nós de alto grau possuem mui-

tos cliques mas a quantidade de nós de alto grau na rede é baixa, enquanto que, nós

de baixo grau possuem pouco cliques e estes são a maioria na rede. A Lei 4 chamada

Distribuiç~ao-Clique apresenta esta lei de potência.

Lei 4 (Distribuiç~ao-Clique). A distribuição dos cliques κl em uma rede segue uma lei

de potencia com o expoente α > 0.

P (κl) = κl
−α (5.8)

5.4.3 Experimentos

Nesta seção são apresentados os resultados dos experimentos para avaliação do método FCR

proposto e a comprovação das leis apresentadas na seção anterior. A avaliação foi realizada

usando um SGBDR open source, o PostgreSQL 8.3.7, em um computador equipado com

processador Intel Core2 Quad 2.83GHZ e 4Gb de RAM.

O método FCR foi testado com as redes AS, Epinions, Email Enron e Amazon,

descritas na Seção 5.2.
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Influência do autovalor

Para medir essa influencia é definido o valor eigenvalue drop, que tem por objetivo

medir o quanto um nó contribui para o primeiro autovalor da matriz de adjacência da

rede. Este valor é computado subtraindo do primeiro autovalor da matriz de adjacência

da rede o valor do primeiro autovalor da matriz de adjacência da rede sem um dos seus

nós. Então, o λDrop é dados pela fórmula: λDrop = λ1 − λ′1.

O experimento do λDrop foi realizado da seguinte maneira: o primeiro autovalor

(λ1) do grafo G é medido, então um nó vi é removido do grafo G juntamente com todas as

arestas ligadas a ele e então o primeiro autovalor (λ′1) é medido novamente e o eigenvalue

drop é computado λDropi
= λ1 − λ1′

i
. O vértice vi é colocado de volta juntamente com

as suas arestas e outro nó vi+1 é removido, e então, λ1′
i+1

é computado novamente como

λDropi+1
. O processo é repetido até todos os nós desejados serem removidos.

O nó com a maior influência no primeiro autovalor do grafo tem o maior eigen-

value drop (λDropi
) e usualmente ele é o nó com maior grau, já que este nó apesar de ter

muitos nós de grau um conectados a ele, tende a ser o nó com o maior número de κl(vi).

Contudo, isto nem sempre é verdade. Além disso, se há uma lista de nós com o mesmo

grau, uma outra informação se faz necessária para escolher um nó desta lista.

Neste trabalho é mostrado que o nó com maior valor para o Coeficiente de

Clusterizaç~ao Generalizado, isto é, o maior valor para κl(vi) com l = 3, 4e5, tende a

ser o nó que tem a maior influência no eigenvalue drop e por isso é uma aproximação

melhor que o nó com o maior grau.

κ3(vi) κ4(vi) κ5(vi) C5(vi) λDrop

194 1116 4896 0,2762 0,026889
130 426 1176 0,1687 0,015364
104 444 1464 0,1399 0,013307
102 456 1608 0,1384 0,017628
38 54 24 0,0459 0,007135
10 12 0 0,0119 0,004271
10 0 0 0,0115 0,002229

Tabela 5.2: Número de κ3(vi), κ4(vi), κ5(vi), Coeficiente de Clusterização Genérico(C5(vi))
e eigenvalue drop para 7 nós da rede AS todos os nós com grau igual d(vi) = 30. O
valor real do primeiro autovalor da rede é 66, 1191
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A Tabela 5.2 apresenta o resultado de um dos experimentos para comprovar a in-

fluência do primeiro autovalor da matriz de adjacência da rede. Para isso foram escolhidos

7 nós com o mesmo grau ( d(vi) = 30) da rede AS e computado o eigenvalue drop de

cada um deles. O resultado é apresentado na Tabela 5.2, ordenada segundo o valor de

eigenvalue drop, que mostra o número κ3(vi), κ4(vi), κ5(vi), o Coeficiente de Clus-

terizaç~ao Generalizado C5(vi) (Equação 5.4) e eigenvalue drop - λDrop - para cada

um dos 7 nós. Dois nós com o mesmo grau, d(vi) = 30, e o mesmo número de triângulos,

κ3(vi) = 10, afetam o primeiro autovalor de maneiras diferentes. O nó que tem κ4(vi) = 12

tem um maior eigenvalue drop que o nó com κ4 = 0, ambos possuem κ5 = 0. Assim, o

Ck(vi) pode ser usado no lugar do número do número κl.

O mesmo ocorre com o nó que tem κ3(vi) = 194. Este nó possui um maior

eigenvalue drop já que ele também tem o maior número de κ4 e κ5 que qualquer outro

nó da Tabela 5.2.

κ3(vi) κ4(vi) κ5(vi) d(vi) C5(vi) λDrop

35488 768948 12029568 1026 0,03447 2,5623
31284 535146 7171536 1143 0,02433 1,7953
27342 547116 8794824 1099 0,02307 1,6402
26128 503850 8285952 1244 0,01716 1,3806
26802 506598 8381280 1367 0,01455 1,3568
18434 227466 2641776 1261 0,01171 0,8100
22530 393942 6130728 1245 0,01475 0,7601
17560 250668 3336960 1068 0,01561 0,6695
12758 235818 3881784 924 0,01526 0,5568

896 3330 10680 1383 0,00047 0,0016

Tabela 5.3: Número de κ3(vi), κ4(vi), κ5(vi), grau do nó, Coeficiente de Cluste-

rizaç~ao Generalizado e eigenvalue drop para os 10 nós com maior grau da rede
Email−Enron. O valor real do primeiro autovalor deste grafo é 118, 4175

Outro experimento é apresentado na Tabela 5.3. Neste experimento são conside-

rados os 10 nós de maior grau da rede Email-Enron. A Tabela 5.3 é ordenada segundo

o valor de eigenvalue drop. O nó com maior grau (dmax(vi) = 1383) afeta menos o

primeiro autovalor que o 9o nó em grau (d(vi) = 1026), mas que possui o maior valor de

Coeficiente de Clusterizaç~ao Generalizado. O mesmo padrão pode ser observado

em outros nós da Tabela 5.3.
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Os experimentos acima mostram que realmente há uma forte correlação entre o

Coeficiente de Clusterizaç~ao Generalizado de um nó e o eigenvalue drop, sendo

este uma aproximação melhor para nós que influenciam o primeiro autovalor da matriz

de adjacência do que o nó com o maior grau, confirmando assim a Lei 1.

Leis de potência dos cliques

A Figura 5.11 apresenta o distribuição do grau para a avaliação do conjunto de dados e

a Figura 5.12 apresenta o número de nós com grau φ (Vφ = {vi ∈ V|d(vi) = φ}) versus a

média κl(vi) para l ∈ {3, 4, 5}. Os gráficos da Figura 5.12 exibem uma correlação entre o

grau e a distribuição dos cliques.

Com o aumento de l mais nós tendem a desviar da tendência mostrada na Figura

5.12, dado que em muitas redes os nós de alto grau possuem muitos nós de grau um

conectados a eles. Assim, a probabilidade dos nós de alto grau participarem em cliques

maiores decai. Contudo, mesmo com alguns nós desviando do padrão a correlação entre

os cliques e o grau do nó segue a lei de potência Grau-Clique (Lei 2).

Os nós que desviam desta lei, os pontos destacados nas colunas (b) e (d) da Figura

5.12, são nós com menos cliques do tamanho l que o número de cliques esperados. O nó

em destaque na rede Email-Enron é o nó de maior grau e que tem menos influência no

eigenvalue drop dentre os 10 nós de maior grau. Uma observação interessante ocorre

que a rede Amazon, Figure 5.12 (d), que parece seguir duas tendências diferentes, uma

até o grau 10 e uma outra acima de 10. O número 10, é o grau em que a rede Amazon

tem uma grande mudança na tendência da distribuição do grau, como pode ser visto na

Figura 5.12 (d).

Rede κ3(G) κ4(G) κ5(G)
AS 205.590 1.184.544 9.169.320
Email Enron 4.345.594 56.177.760 697.083.240
Epinions 9.746.886 139.281.528 2.090.091.840
Amazon 39.772.974 204.902.448 973.945.920

Tabela 5.4: O valor de κ3(G), κ4(G) e κ5(G) na redes AS, Email Enron, Epinions e Amazon.

A Tabela 5.4 apresenta os número de κ3, κ4 e κ5 para AS, Email Enron, Epinions
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Distribuição do Grau

(a) AS (b) Email Enron

(c) Epinions (d) Amazon

Figura 5.11: Distribuição do grau das redes AS, Email Enron, Epinions e Amazon.

e Amazon. Como pode ser observado, a rede Amazon tem o maior número de κ3 e κ4.

Contudo, a rede Epinions tem muito mais κ5 que a Amazon apesar de ter menos nós e

arestas. Isto significa que, a rede Epinions é muito mais conectada que a Amazon. Além

disso, a rede Epinions e Email Enron tem poucos nós desviando da tendência.

Apesar de todas as redes apresentarem pontos desviando da tendência conforme

o tamanho dos cliques aumenta, pode ser observado que as redes desviam de maneiras

diferentes. Na rede AS (Figura 5.12 coluna (a)) muitos dos nós que desviam da tendência

não são os de alto grau. Estes nós tendem a ser aqueles que estão na periferia da rede. Por

outro lado, em outras redes como as Email Enron, Epinions e Amazon representadas nos
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5.4 A técnica FCR - Fast Clique Retrieval 117

gráficos da Figura 5.12 colunas (b),(c) e (d) respectivamente, muito dos nós que desviam

são os nós de alto grau, especialmente na rede Email Enron. Na Figura 5.12 também

pode ser visto que estas redes tem grande parte dos nós desviando por volta do grau 100,

que é o melhor tamanho para comunidades, como apresentado no Caṕıtulo 3.

Os triângulos de um nó tendem a se conectarem entre si formando cliques maiores

tais como κ4 e κ5. A Figura 5.13 mostra esta correlação de κ4 e κ5 versus κ3 e κ5 versus

κ4, que segue a lei de potência Clique-Clique (Lei 3)

O grande número de κ4(vi) e κ5(vi) nas redes estudadas demonstra que as redes são

bem conectadas e exibem uma estrutura de comunidade. Especialmente as redes Email

Enron e Epinions, nas quais são redes sociais e tem seus gráficos bem parecidos.

Contudo, o número de κ3(vi), κ4(vi) e κ5(vi) que um nó possui é bem inferior ao

número máximo de cada um desses cliques que cada nó poderia ter. Por isso, pode-se

dizer que uma rede complexa apesar de ser bem conectada esta longe de ser um grafo

completo.

Os pontos que desviam desta lei são nós que tem poucos cliques que participam em

cliques de tamanho maiores. Alguns pontos da Figura 5.13 colunas (a) e (d) que desviam

da tendência foram destacados. Esses pontos representam a quantidade de cliques de

tamanho 3 que um nó participa versus a média de cliques de tamanho 4 e 5 que esses

cliques formaram. O média de κ4 e κ5 formados é menor do que se espera, assim uma

parte significante desses nós tem uma topologia com mais triângulos desconexos entre si

do que se espera. O mesmo acontece para a relação κ5 vs. κ4. Isto é um indicativo de que

um nó participa em mais de um grupo, ou seja, as comunidades tendem a ter sobreposição.

Outra observação constatada é que a distribuição dos cliques de fato segue a lei

de potência Distribuiç~ao-Clique (Lei 4), como apresenta a Figura 5.14. A distribuição

dos cliques tem o expoente da lei de potencia similar ao expoente da distribuição do grau

(α) e as mesmas “quebras”, especialmente para cliques menores como o κ3. Um exemplo

é a rede Amazon, que tem um “quebra” no grau 10 e esta quebra aparece na distribuição

dos cliques. Contudo, com o aumento do valor de l a quebra tende a desaparecer na

distribuição do grau.
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5.4.4 Método FCR

Esta seção tem por objetivo apresentar o algoritmo que conta e lista o número de κ4(vi) e

κ5(vi) de um nó vi. As redes complexas são modeladas como grafos que podem ser vistos

como relações em um banco de dados. O método FCR - Fast Clique Retrieval explora

o gerenciamento e otimizações providas por um Sistema Gerenciador de Base de Dados

Relacional (SGBDR) para encontrar κ4 e κ5 em um grafo. O esquema convencional

de armazenamento de grafos, que armazena somente a lista de arestas, chamado neste

trabalho de“Método Tradicional”, requer muitas operações de junção para recuperar todos

os cliques. Além disso, as redes grandes demandam um elevado custo de processamento.

O método FCR quebra o grafo que representa a rede em subgrafos menores, permitindo a

recuperação eficiente de κ4 e κ5 para cada nó.

No método FCR, o grafo é primeiramente dividido em N subgrafos, sendo N o

número de nós. Um subgrafo Gsi
= (Vsi

, Esi
), i ∈ {1, . . . N} é o subgrafo centrado no

nó vi, tal que Vsi
= {u|u ∈ V ∧ (vi, u) ∈ E} e Esi

= {(u,w)|(u,w) ∈ E ∧ u,w ∈ Vsi
}, que

contém a vizinhança do nó vi e cada aresta conectada a estes nós. Então, cada aresta de

Esi
é armazenada em uma tabela adicional chamada Subgrafos. Assim, a base de dados

contém somente duas tabelas, uma com a lista de aresta contendo todas as arestas de G

e a outra, chamada Subgrafos, que armazena apenas as arestas de cada Gsi
. Para cada

aresta armazenada na tabela Subgrafos há o nó de sáıda e o nó de destino da aresta e um

identificador (grafoi), que é o ı́ndice i do subgrafo Gsi
. Índices, árvores B, foram criados

em ambas as tabelas, para todos os atributos, para que o otimizador do SGBDR possa

ser utilizada. O processo de criação e preenchimento da tabela Subgrafos é apresentado

pelo Algoritmo 5.4.1.

A Figura 5.15 apresenta um exemplo de um grafo G = (V , E) e o nó vi = 1 re-

presentado pelo ponto preto no grafo, que será usado como exemplo para explicar como

o método FCR funciona. A lista de arestas de G, exemplificada pela Figura 5.15, é ar-

mazenada em uma base de dados relacional como uma tabela, na qual uma parte dela,

é mostrada pela Figura 5.22(a). Note-se que como o grafo é não direcionado ambas as

arestas (vi, vj) e (vj, vi) são armazenadas.
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Algoritmo 5.4.1 Criação da Subgrafos

Entrada: O grafo de entrada G(V , E)
Sáıda: A base de dados com duas tabelas: Subgrafos e tabela de arestas

1: Cria-se a tabela de arestas
2: Insere as arestas do grafo G na tabela de arestas
3: Cria a tabela Subgrafos

4: Divide-se o grafo G em |V| = N subgrafos
5: para i=0 para N faça
6: para todo arestas conectando a vizinhança do nó vi faça
7: Identifica cada aresta como i
8: Insere cada aresta na Subgrafos

9: fim-para
10: fim-para
11: Cria ı́ndices em todas as tabelas

As arestas Esi
que compõe cada subgrafo Gsi

são armazenadas na tabela Subgrafos.

A tabela Subgrafos armazena as arestas de todos os |V| = N subgrafos, exceto aqueles

que não possuem arestas conectando os seus vizinhos (nós 5, 7 e 8 da Figura 5.15). Parte

da tabela Subgrafos do grafo da Figura 5.15 é apresentada na Tabela 5.22 (b) que mostra

algumas arestas dos subgrafos Gsi
.

Figura 5.15: Um grafo G e o nó vi = 1 que tem as arestas de seus subgrafos representadas
por linhas grossas.

A ideia geral para encontrar todos os κ4 de um nó vi é a seguinte:

1. a vizinhança Nvi
é recuperada;

2. para cada aresta (vi, vj) recupere todas as arestas (vi, vj, z) na tabela Subgrafos

3. verifique se a combinação do ı́ndice z dois-a-dois de todas as arestas recuperadas

são arestas existentes em G
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Instanciando-se para encontrar todos os κ4(vi) do nó vi = 1 da Figura 5.15 tem-se:

1. as arestas (1, 2; 1, 3; 1, 4; 1, 5; 1, 6; 1, 7), que são a vizinhança de vi, são recuperadas.

2. para cada aresta recuperada é verificado na tabela Subgrafos se ela pertence a algum

subgrafo. Para a aresta (1, 2) é recuperada as seguintes tuplas: (1, 2, 3; 1, 2, 4; ) dado

que estas arestas são parte da vizinhança dos nós 3 e 4.

3. então, existe um κ4(vi) se existe aresta entre os nós recuperados, isto é, no exemplo

checar se existe a aresta (3, 4).

O SQL para recuperar todos os κ4 da rede Epinios é apresentado a seguir. Primeiro

é apresentada a consulta no modo tradicional em que são necessários 11 junções para a

recuperação de todos os κ4.

O κ4 é composto por 6 arestas (a, b, c, d, e, f) que correspondem a cada uma das

tabelas na consulta representada na Figura 5.16, as junções correspondem aos nós do

grafo que formam κ4. A intuição da consulta SQL é representada com o grafo da Figura

5.17.

SELECT a.src, a.dest, b.dest, c.dest

FROM epinions a, epinions b, epinions c, epinions d, epinions e,

epinions f

WHERE and a.src = b.src and a.src = c.src and d.src = a.dest

and d.dest = c.dest and e.src = b.dest and e.dest = c.dest

and f.src = a.dest and f.dest = b.dest and a.dest <> b.dest

and a.dest <> c.dest and b.dest <> c.dest;

Figura 5.16: Consulta SQL para recuperar todos os κ4 da rede Epinios

Figura 5.17: Grafo correspondente a Consulta SQL da Figura 5.16
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Utilizando a tabela Subgrafos são necessárias apenas 4 junções como representado

na consulta da Figura 5.18, que é mais clara e eficiente, evitando a necessidade de checar

a existência da mesma aresta mais de uma vez.

SELECT a.src, a.dest, m.src, m.dest

FROM epinions a, epinionssubgraph m, epinionssubgraph n

WHERE a.src = m.grafoi and a.dest = n.grafoi and m.src = n.src

and m.dest = n.dest;

Figura 5.18: Consulta SQL para recuperar todos os κ4 da rede Epinios utilizando a tabela
Subgrafos

Figura 5.19: Grafo correspondente a Consulta SQL da Figura 5.18

Para encontrar todos os κ5 de um nó vi são necessários os seguintes passos:

1. a vizinhança Nvi
é recuperada;

2. para cada aresta (vi, vj) recupere todas as arestas (vi, vj, z) na tabela Subgrafos;

3. verifique se a combinação do ı́ndice z três-a-três, (z1, z2, z3), corresponde a tuplas

existentes na tabela Subgrafos;

Na verdade, utilizando a tabela Subgrafos é necessário apenas descobrir se

(z1, z2, z3) existe na tabela Subgrafos ao invés de ter que checar se (z1, z2), (z1, z3) e

(z2, z3) exitem na tabela de arestas.

O SQL para a recuperação de todos os κ5 da rede Epinions também é apresentado.

Primeiro o modo tradicional que requer ainda mais junções que a recuperação de κ4, ao

todo são 21 junções.

O método FCR necessita apenas de 7 junções tornando a redução computacional

ainda maior.
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SELECT a.src, a.dest, b.dest, c.dest, d.dest

FROM epinions a, epinions b, epinions c, epinions d, epinions e,

epinions f, epinions g, epinions h, epinions i, epinions j

WHERE a.src = b.src and a.src = c.src and a.src = d.src

and a.dest = e.src and a.dest = g.src and a.dest = i.src

and b.dest = e.dest and b.dest = h.src and b.dest = j.src

and c.dest = g.dest and c.dest = j.dest and c.dest = f.src

and d.dest = f.dest and d.dest = h.dest and d.dest = i.dest

and c.dest <> d.dest and a.dest <> b.dest and a.dest <> c.dest

and a.dest <> d.dest and b.dest <> c.dest and b.dest <> d.dest;

Figura 5.20: Consulta SQL para recuperar todos os κ5 da rede Epinios utilizando a tabela
Subgrafos

SELECT z.src, z.dest, z.grafoi, a.src, a.dest

FROM epinionssubgraph z, epinionssubgraph a,

epinionssubgraph b, epinionssubgraph c

WHERE z.src = a.grafoi and z.dest = b.grafoi and z.grafoi = c.grafoi

and a.src = b.src and a.src = c.src

and a.dest = b.dest and a.dest = c.dest;

Figura 5.21: Consulta SQL para recuperar todos os κ5 da rede Epinios

Na prática, para encontrar todos os κ5 de um nó é o mesmo procedimento para

encontra todos os κ4 de um nó. A diferença é que é necessário checar apenas a existência de

três arestas que são conectadas entre si ao invés de checar uma aresta em κ4. Encontrar

três arestas conexas no método FCR é simples dado que cada nó tem as arestas que

conectam a sua vizinhança armazenadas na tabela Subgrafos. O tamanho em número

de linhas da tabela Subgrafos, para as redes testadas no experimento de escalabilidade,

é apresentado na Figura 5.23 (a).

5.4.5 Escalabilidade

Esta Seção apresenta a avaliação do método FCR - Fast Clique Retrieval e mostra

que ele é até 4 e 12 vezes mais rápido que o método tradicional para consultar todos

os κ4 e κ5, respectivamente. A Figura 5.23 (c) e (d) e a Figura 5.24 apresentam os

resultados dos experimentos para avaliar o quão rápido o método FCR é para consultar

todos os κ4 e κ5. Todos os tempos são medidos em segundos e os valores mostrados são

médias de 3 execuções, com o cache sendo limpo após cada execução. O método FCR é
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SRC DEST SRC DEST grafo i
1 2 2 3 1
1 3 2 4 1
1 4 3 2 1
1 5 3 4 1
1 6 4 2 1
2 1 4 3 1
2 3 1 2 3
3 4 1 2 4
... ... ... ... ...

(a) - Lista de arestas (b) - tabela Subgrafos

Figura 5.22: Tabela (a) é a lista de aresta tradicional (a única usada no método tradi-
cional). Tabela (b) é a tabela Subgrafos, que armazena todas as arestas dos subgrafos
Gsi

.

representado pela linha cont́ınua e o método tradicional pela linha pontilhadas. O banco

de dados utilizado é o PostgreSQL 8.3.7. A Figura 5.23 (a) apresentam informações sobre

a tabela Subgrafos e a tabela de arestas e a Figura 5.23 (b) apresenta as informações

sobre a quantidade de cliques sendo a linha cont́ınua a quantidade de κ4 e a pontilhada a

quantidade de κ5.

Para controlar os experimentos foram usadas redes baseadas no conjunto de cidades

americanas (EUA), que é composto por latitudes e longitudes de 25.375 cidades. As

redes usadas na avaliação da escalabilidade foram criados usando o modelo knn variando

k ∈ {4, 5, 7, 10, 15, 20, 25}. Assim, cada rede tem o mesmo número de nós mas diferentes

quantidades de arestas, como apresentado na Figura 5.23. O maior ganho do algoritmo é

alcançado com k = 25, isto é, consultando todos os κ4 usando FCR e 4 vezes mais rápido

(Figura 5.23 (c)) e consultando todos os κ5 usando FCR e 12 mais rápido do que usando

o método tradicional (Figura 5.23 (d)).

No segundo experimento de escalabilidade foi executada uma consulta para mil nós

da rede Amazon (o maior grafo real em número de nós e arestas utilizado neste trabalho)

que foram escolhidos randomicamente. A Figura 5.24 apresenta a média de tempo por

consulta para o método FCR e tradicional. Antes de cada consulta, o cache do computador

e do banco de dados foram limpos. Como pode ser visto, o método FCR é 8 vezes mais

rápido para κ4 e 9 mais rápido para κ5, quando comparado com o método tradicional, que



Caṕıtulo 5 - Mineração de Redes Complexa: algoritmos, leis e padrões 126
In

fo
rm

aç
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aç
õe
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Figura 5.24: Média de mil consultas na rede Amazon

utiliza apenas a tabela com a lista de arestas no SGBD. Como os experimentos mostram,

o FCR é um método eficiente para recuperar os κ4 e κ5 das redes.

5.5 Considerações Finais

A mineração de grafos que modelam redes complexas tem se tornado uma atividade

importante na área computacional, já que este tipo de mineração permite representar não

só os elementos de um conjunto, mas também as ligações entre esses elementos. O trabalho

na área de redes complexas desenvolvido nesta tese trouxe diversas contribuições. Entre

elas, destaca-se o algoritmo ShatterPlots que permite a separação entre redes complexas

entre reais e sintéticas por meio de padrões interessantes descobertos no ShatterPoint.

Também foi visto que os cliques κ4 e κ5 seguem leis de potencias, aqui nomeadas

de Grau-Clique, Clique-Clique e Distribuiç~ao-Clique. Além disso, a extensão do

coeficiente de clusterização, para a inclusão de cliques de tamanho maiores, tornou-se

uma equação importante para a identificação de nós com topologias diferentes. O uso

dos SGBDRs para armazenamento e apoio à mineração de redes complexas mostrou ser

adequado e útil abrindo uma nova frente de exploração para o armazenamento de redes

complexas, já que com o crescimento do tamanho das redes complexas, apenas o uso da

memória principal se torna inviável.
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6

Conclusões

6.1 Considerações Iniciais

N os últimos anos não só o seu volume dos dados tem aumentado significati-

vamente, mas também a maneira de como eles são representados. As redes

complexas são um exemplo de uma nova necessidade de representação que é imposta aos

SGBDs. O processo de descoberta de conhecimento para analisar esses dados também

deve ser interativo e iterativo, fazendo com que algoritmos de mineração de dados que

tenham um grande custo computacional se tornem inviáveis para serem utilizados em

conjunto de dados volumosos, sejam eles multidimensionais ou modelados como grafos,

como no caso das redes complexas. Com isso, existe a necessidade de novos algoritmos,

mais escaláveis que os algoritmos tradicionais da área de grafos, para a mineração desses

novos conjuntos de dados.

Dados multidimensionais usualmente não seguem uma distribuição uniforme, pos-

suem muitos atributos e muitos elementos considerados rúıdos, fazendo com que algo-

ritmos como os de detecção de agrupamentos se tornem ainda mais custosos e o pré-

131
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processamento uma tarefa ainda mais importante.Para as redes complexas, há a necessi-

dade de se desenvolver novos algoritmos para a extração de propriedades afim de propiciar

o entendimento do comportamento das redes complexas bem como a maneira como ocor-

rem as ligações entre os elementos, permitindo assim a criação de melhores geradores de

redes complexas sintéticos. Além disso, também há a necessidade do estudo de novos

meios de armazenamento para as redes complexas.

6.2 Principais Contribuições

O objetivo desta tese é propor métodos que possam trabalhar com grandes volumes de

dados. Dentre as contribuições se destacam a remoção seletiva de dados, visando reduzir

o volume de dados a ser processado. Primeiramente foi proposto o algoritmo Biased Box

Sampling - BBS para reduzir grandes conjuntos de dados multidimensionais que tenham

agrupamentos de dados desbalanceados, rúıdos e uma grande quantidade de atributos. Os

resultados dos experimentos sobre esse algoritmo mostram que as amostras obtidas não só

permite aumentar a velocidade da execução dos algoritmos de detecção de agrupamento

mas em muitos casos contribuem para melhorar a qualidade dos resultados.

Em seguida, o algoritmo ShatterPlots, por meio da remoção aleatória progressiva

de arestas, permite analisar redes complexas de grande tamanho e classificá-las em reais e

sintéticas. Isso é feito extraindo-se diversas propriedades interessantes no ShatterPoint,

que é o ponto no processo do ShatterPlots em que a rede possui o maior diâmetro

efetivo. Por fim, foi feito um estudo de cliques de tamanho 4 e 5 (κ4 e κ5) mostrando

que esses cliques também são importantes para a analise topológica da rede, agilizando

assim a descoberta de nós influentes no primeiro autovalor da matriz de adjacência do

grafo. Também foram encontradas as leis de potências Grau-Clique, Clique-Clique e

Distribuiç~ao-Clique, que são importante para a análise da rede em relação aos cliques,

pois nós que desviam dos padrões encontrados são excessões e devem ser melhores ana-

lisados. Para a descoberta dos cliques foi desenvolvido o método FCR - Fast Clique

Retrieval que faz uso dos SGBDRs para a mineração das redes complexas. Também foi

proposta a extensão do coeficiente de clusterização, que o torna uma equação mais rica
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para a identificação de nós que realmente tendem a formar cliques nas redes complexas.

Concluindo, esta tese fez um amplo e valioso estudo em grandes conjuntos de

dados, englobando o desenvolvimento de diversos métodos para a mineração de dados e

redes complexas com resultados bastante interessantes. Também foi apresentado que os

bancos de dados podem ser ferramentas uteis para o armazenamento, consulta e mineração

de grandes redes complexas.

6.3 Publicações

As publicações originarias desta tese estão listadas abaixo:

• Appel, Ana Paula e Paterlini, Adriano Arantes e Sousa, Elaine Parros Machado de

e Traina, Caetano, Jr., “Amostragem Balanceada Baseada na Correlação Fractal” II

Workshop em Algoritmos e Aplicações de Mineração de Dados (II WAAMD) junto

ao 21o. Simpósio Brasileiro de Banco de Dados (SBBD’06), 2006,1-8p, Florianópolis,

SC

• Appel, Ana Paula e Paterlini, Adriano Arantes e Sousa, Elaine Parros Machado de

e Traina, Agma Juci Machado e Traina, Caetano, Jr., Biased Box Sampling - A

Density-Biased Sampling for Clustering, ACM Symposium on Applied Computing

(SAC’2007), 2007,2p.,Seoul, Korea;

• Appel, Ana Paula e Paterlini, Adriano Arantes e Sousa, Elaine Parros Machado de e

Traina, Agma Juci Machado e Traina, Caetano, Jr., A Density-Biased Sampling Te-

chnique to Improve Cluster Representativeness, Knowledge Discovery in Databases:

PKDD 2007, 11th European Conference on Principles and Practice of Knowledge

Discovery in Databases, Warsaw, Poland, September 17-21, 2007, 366-373p;

• Appel, Ana Paula e Faloutsos, Christos e Traina, Caetano, Jr., “Graph Mining Tech-

niques: focusing on discerning real from synthetic graphs”, Book Chapter Proposal,

Graph Data Management: Techniques and Applications (proposta aprovada).

Publicações originadas de trabalhos colaborativos:
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• Appel, Ana Paula e Chakrabarti, Deepayan e Faloutsos, Christos e Kumar, Ravi

e Leskove, Jure e Tomkins, Andrew, “ShatterPlots: a fast tool for mining large

graphs”, Proceedings of the SIAM International Conference on Data Mining, SDM

2009, April 30 - May 3, 2009, Sparks, Nevada, USA, 1-12p;

• Kang, U e Tsourakakis, Charalampos E., Appel, Ana Paula, Faloutsos, Christos

and Leskove, Jure, “Radius plots for mining Tera-byte Scale Graphs: Algorithms,

Patterns and Observations”, SIAM Conference on Data Mining (SDM10), April

29-May 1, 2010, Columbus, Ohio , 1-12p;

• Kang, U e Tsourakakis, Charalampos E., Appel, Ana Paula, Faloutsos, Christos

and Leskove, Jure, “Radius plots for mining Tera-byte Scale Graphs: Algorithms,

Patterns and Observations”, ACM Transactions on Knowledge Discovery from Data

Special Issue on Large-scale Data Mining: Theory and Applications, 1-12p (aceito

para publicação);

6.4 Trabalhos Futuros

Os principais direcionamentos de trabalho futuro para este trabalho de pesquisa são lis-

tados a seguir:

6.4.1 Algoritmo Biased Box Sampling - BBS

• Gerar um novo algoritmo que se alie a técnica desenvolvida, o algoritmo BBS, com

técnicas de redução de atributos para reduzir o conjunto de dados não só quanto ao

número de elementos mas também quanto ao número de atributos.

• Adaptar o algoritmo Biased Box Sampling - BBS para que seja posśıvel realizar a

amostragem de dados em data streams. Muitas vezes é necessário computar esta-

t́ısticas sobre streams de dados em um espaço reduzido, sendo necessária a escolha

dinâmica de alguns elementos representativos do conjunto. As streams de dados

também podem conter rúıdo e apresentar conjunto de elementos com densidades
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diferentes, sendo assim, um algoritmo de amostragem de dados que leve em conta

essas caracteŕısticas mais eficiente que a amostragem uniforme.

• Gerar um novo algoritmo que utilize a técnica do algoritmo BBS para encontrar

agrupamentos de dados. O algoritmo BBS mostrou reduzir eficientemente a quan-

tidade de rúıdo no conjunto de dados permitindo que algoritmos de detecção de

agrupamento encontre os agrupamentos mais facilmente. Assim, é posśıvel adaptar

o algoritmo BBS para não só remover o rúıdo e selecionar um conjunto de elementos

menor mas também já encontra os agrupamentos em definitivo.

6.4.2 Algoritmo ShatterPlots

• Análise do comportamento do ShatterPoint em relação ao raio das redes ao invés

da utilização do diâmetro efetivo;

• Análise do comportamento do ShatterPoint quanto a evolução das redes comple-

xas, isto é, ver se conforme o crescimento da rede o ShatterPlots se desloca ou

permanece constante e se esse comportamento é igual para as redes reais e geradores

sintéticos que produzem redes com evolução como RTM e o RTG.

• Análise de outras abordagens de remoção de arestas. Um exemplo seria ordenar as

arestas por meio de pesos, como a soma do grau dos nós que a aresta liga. Verificar

se esta nova abordagem produz o ShatterPoint e o analisar o comportamento das

medidas extráıdas no ShatterPoint nesse novo ShatterPoint.

6.4.3 Método FCR - Fast Clique Retrieval

• Avaliar se a utilização de hints e reordenação das junção ajudam a otimizar as

consultas SQL para a recuperação de cliques 4 e 5;

• Adaptar o método FCR para que seja posśıvel a utilização da arquitetura

Map/Reduce (paralelização) ou o uso de SGBDs paralelos para aumentar a ve-

locidade das consultas e melhorar o suporte a grandes redes complexas. Também
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será interessante avaliar o armazenamento em colunas ao invés do tradicional arma-

zenamento de linhas;
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