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Resumo

Recentemente, o desenvolvimento das tecnologias de coleta e armazenamento de dados,
a popularizacao da Internet, e a evolucao das nceessidades de informacao fazem com que
qualquer esforco para facilitar a manipulacio e o entendimento humano em relacao a esse
grande leque de informacdes ganhe grande importancia. Nesse sentido, as organizacoes
tém visto com crescente interesse o desenvolvimento de tecnologias automatizadas para
extracao de conhecimento de grandes volumes de dados. Estas tecnologias tém sido refe-
renciada na literatura como Extracao de Conhecimento de Bases de Dados ou Mineracao
de Dados (MD).

Um dos objetivos do processo de Extraciao de Conhecimento de Bases de Dados ¢ que
seus usudrios finais possam analisar, compreender e utilizar o conhecimento extraido em
um processo de tomada de decisao. Entretanto, do ponto dc vista desses usuarios, um
problema encontrado no final do processo de Extracao de Conhecimento ¢ que muitos
dos algoritmos utilizados geram uma cnorme quantidade de padroes, dificultando consi-
deravelmente sua andlise. Outro problema freqiientemente identificado € a dificuldade na
compreensao dos modelos extraidos dos dados. Nesse sentido, diversos trabalhos tém si-
do descnvolvidos para apoiar os usuarios na avaliacdo e interpretacao do conhecimento
extraido a partir dos dados.

A existéncia de um Ambiente para Exploracao de Regras em que as regras encontradas
em um processo de Extracdao de Conhecimento cstejam armazenadas, disponibilizadas aos
usudrios e que apresente diversos tipos de métodos para sua avaliagcao pode represenlar
um auxilio efetivo para os usuarios na compreensdao, identificacdo das regras interessan-
te e ulilizacdo das mesmas. Nesta dissertacao, sao apresentadas algumas caracteristicas
importantes de um Ambiente para Exploracao de Regras, uma arquitetura geral e a im-
plementacio de um ambiente deste tipo, o Ambiente RulEE. E {ambém apresentado um
estudo de caso rcalizado com objetivo de mostrar essas caracteristicas na analise ¢ dispo-

nibilizacdo de regras extraidas a partir de um conjunto de dados [inanceiros.



Abstract

Recently, the development of the data collection and storage technologies. the popular-
ization of the Internet, and the evolution of the necessities of information give great impor-
tance to any effort to facilitate the manipulation and the human comprehension of this
great amount of information. In this way, the organizations have seen, with increasing in-
terest, the development of automatized technologies for knowledge extraction from great
volumes of data. These technologies have been referenced in literature as Knowledge
Discovery in Databases or Data Mining (DM).

One of the objectives of the Knowledge Discovery in Databasc process is to make its final
users able to analyze. understand and use the knowledge in a deccision making process.
However, from the point of view of these users, a problem found in the end of the Knowledge
Discovery process is that many of the used algorithms generate an enormous amount
of patterns, making ditficult its analysis. Another problem {requently identified is the
difficulty to understand the models extracted from the data. In this way, scveral works
have been developed to help the users in the evaluation and interpretation of the knowledge
extracted from the data.

The existence of a Rule Exploration Environment where the rules found in a Knowledge
Discovery in Databases process are stored, made available to the users and that presents
several types of methods for its evaluation can represent an effective aid {or the uscrs in the
understanding, identification and use of the interesting rules. In this work, it is presented
some important characteristics of a Rule Exploration Environment, a general architecture,
and an implementation of an environment of this type., the RuWEE environment. A case
study is also presented showing these characteristics in the exploration of rules extracted

from a financial data set.
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Capitulo 1

Infroducao

O desenvolvimento da tecnologia para armazenamento de dados possibilitou as organi-
zagoes coletarcm ¢ armazenarem informacoes de diversas fontes a uma taxa alguns anos
atras considerada inimaginavel. Em (Zuffo 2002) ¢ feita uma estimativa de quanta informa
cdo € produzida anualmente. Nesse trabalho, os pesquisadores estimaram que o volume
de dados produzido anualmente estd em torno de 1,5 exabyte (1,5 bilhdo de gigahytes),
incluindo midia impressa, filme ¢ meios optico e magnético. Desse total, 99,997% esta
disponivel em meio digital. Em (Lyman & Varian 2000) ¢ destacado que a capacidade de
armazenamento em meio magnético tem dobrado a cada ano, permilindo que um volume
de dados cada vez maior csteja disponivel.

Em uma economia cada vez mais competitiva, as organizacdes tém tido uma maior preo-
cupacao em adquirir novas tecnologias para apoiar o entendimento das informacoées e do
conhecimento embutido em suas bases de dados. Os dados sao vistos pelas organizacdes
como uma fonle polencial de informacao valiosa que pode prover vantagem competitiva.
Esses dados podem conter, por exemplo, um conhecimento extremamente importante com
relacao ao comportamento de seus clientes, fornecedores e mesmo dos concorrentes que,
possivelmente, nao poderia ser descoberto sem uma analise mais profunda dos mesmos.

O método tradicional de transformar dados em conhecimento ¢ baseado em andlise e in-
terpretacao manual. Para muitas aplicagdes, essa busca manual € cara, lenta e altamente
subjeliva. Além disso, a busca manual tem se tornado impraticavel nos dominios em que
a quantidade de dados tem crescido exponencialmente (Monard, Caulkins, Baranauskas,
Oliveira, & Rezende 1999). Sem a existéncia de ferramentas para explorar o volume cres-
cente de dados. o armazenamento desses dados, apesar de sua potencial utilidade, pode

se tornar inutil (Keim 2001).



Técnicas de analise de dados normalmente nao exirapolam a realizacao de consullas
SQL (Structured Query Language) simples, utilizacao de ferramentas OLAP (Online Analyt-
ical Processing) ou mecanismos de visualizacio de dados. Com essa forma de analise de
dados, algumas questdes importantes para tomada de decisao nao podem ser expressas,

como:

¢ Quais sao os usuarios potenciais para praticar fraude?

¢ Quais clientes gostariam de comprar o novo produto X?

Diante da deficiéncia para analisar e compreender grandes volumes de dados, diversos
estudos 1ém sido direcionados ao desenvolvimento de tecnologias de extracao automatica
de conhecimento de bases de dados. Este campo de pesquisa ¢ chamado de Extracao de
Conhecimento de Bases de Dados, normalmente referenciado na literatura como Mincracao
de Dados (MD).

O processo de Extracao de Conhecimento tem o objetivo de encontrar conhecimento a
partir de um conjunto de dados para ser utilizado em um processo de tomada de decisao.
Portanto, um requisito importante € que esse conhecimento descoberto scja compreensivel,
alem de util ¢ interessante para os usudrios finais do processo. fornecendo a esses usuarios
apoio no processo de tomada de decisdo.

Inicialmente. muitos estudos sobre o processo de Extracao de Conhecimento estiveram
focados na etapa de Extracao de Padrdes. Entretanto, o desenvolvimento da tecnologia e
sua ultilizacao para resolver problemas reais tornou claro que a Extracao de Padrdes nao
¢ o ponto final do processo. Desta mancira. diversos trabalhos tém sido desenvolvidos
no scntido de analisar ou processar o conhecimento extraido com objetivo de auxiliar o
usuario na sua interpretacao e ultilizacao.

Do ponto de vista do usuario, um dos problemas cncontrados no final do processo de
Extracao de Conhecimento € que muitos dos algoritmos de extracao geram uma enorme
quantidade de padrées (Padmanabhan & Tuzhilin 2000). Por excmplo, algoritmos de ex-
tracao de regras de associacao geralmente produzem milhares ou dezenas de milhares de
regras, especialmente quando os atributos da base de dados sdo altamente correlaciona-
dos. Assim, maior atencao tém sido direcionada a apoiar os usudrios na identificaciao do
conhecimento interessante (Liu, Hsu, & Ma 2001: Liu, Hsu. & Ma 1999; Lavrac, Flach,
& Zupan 1999: Klemettinen, Mannila. & Toivonen 1997; Silberschatz & Tuzhilin 1996;
Piatetsky-Shapiro & Matheus 1994).



Um outro problema identificado ¢ a dificuldade na compreensao dos modelos extraidos
dos dados. Muitas vezes. esses modelos podem ser muito complexos ou nao fazerem sen-
tido para os usuarios cspccialistas no dominio da aplicagao em que processo de Extragao
dc Conhecimento esta sendo aplicado (Pazzani, Mani, & Shankle 1997).

Dada a necessidade de se pesquisar técnicas para auxiliar o usuario na compreensao e
utilizacao do conhecimento descoberto em um processo de Extracdo de Conhecimento, o
objetivo principal deste projeto de mestrado € a proposta e implementacao de um Ambiente
para Exploracao de Regras (RulllE — Rule Exploration Environment) que apresente caracte-
risticas de apoio ao usudrio na compreensao ¢ identificacao do conhecimento interessante.

Uma caracteristica importante para o Ambiente RulEE € [acilitar o acesso ao conhe-
cimento descoberto. [sto é feito por uma interface de disponibilizacdo do conhecimento
baseada na WWW (World Wide Web). Dessa maneira, algumas caracteristicas importantes
da WWW sao incorporadas ao ambiente, como a independéncia de platatorma, facilida-
de de utilizacdo pelos usuarios independente de sua localizacao fisica e da ferramenta de
extracao, além da utilizacao de toda uma infra-cstrutura de rede existente.

Uma vez que o conhecimento descoberto tenha sido armazenado no ambiente, pode-se
disponibilizar ao usuario nao somente as regras, mas também métodos para que clc possa
avalia-las. O Ambiente RulEFE apresenta um conjunto de medidas de avalia¢ao que pode ser
utilizado pelo usuario para ordenacao e selecao de regras para auxilia-lo na identificacdo do
conhecimento mais interessante. O Ambiente RulEE apresenta também uma modelagem
que visa facilitar a incorporacao de novas medidas de avaliagcao pelos pesquisadores, sem
necessidade de alteracao do cédigo fonte do ambiente. Desta maneira, o ambiente auxilia
0s pesquisadores na realizacao de experimentos com relagao a novas medidas de avaliacao.

A arquitetura proposta e implementada do Ambiente para Exploracao de Regras é com-
posta por: um Repositério de Regras e Medidas, em que sao armazenadas as regras € 0s
respectivos valores das medidas disponibilizadas; um Repositério de Dados, em guc sao
armazenados os dados utilizados na extracao ¢ teste dos conjuntos de regras: um Reposi-
torio de Informacao de Usuarios, contendo os dados referentes aos usuarios do ambiente;
um Maodulo de Gerenciamento, no qual estao implementadas todas as funcocs disponiveis
no ambiente; um conjunto de Modulos de Pos-Processamento. que possui os métodos in-
dependentes do ambiente para o calculo dos valores de algumas medidas: e a Interface,

baseada na WWW, para disponibilizacao do conhecimernto.



Yara apresentar a revisao bibliografica e o Ambiente RulEE, esta dissertacao esta orga-
nizada como scgue:

No Capitulo 2 € descrito de forma geral o processo de Extracao de Conhecimento de Ba-
ses de Dados, apresentando as etapas que o compoem ¢ algumas ferramentas disponiveis
no mercado para descoberta de conhecimento.

No Capitulo 3 sao apresentados alguns aspectos sobre avaliacao de regras no proces-
so de Extragao de Conhecimento, detalhando algumas medidas objetivas e subjetivas de
avaliacao.

No Capitulo 4 sao apresentados de maneira geral os requisitos de um Ambiente para
Exploracao de Regras ¢ o Ambiente Discover, que ¢ um projelo de maior porte ao qual o
Ambiente RUEE esta integrado.

No Capitulo 5 é detalhada a implementacdo do Ambiente RWEE, apresentando sua ar-
quitetura geral. a base de dados que cont¢m o conhecimento. a biblioteca de classes e a
interface.

No Capitulo 6 é apresentado um estudo de caso desenvolvido no dominio de dados
financeiros cujo objetivo foi mostrar a viabilidade do Ambiente RulEE na analise das regras
descobertas em um processo de Mineracao de Dados.

No Capitulo 7 sao aprescntadas as conclusées deste trabalho e. {inalizando, as Referén-

cias Bibliograficas.



Capitulo 2

Visdo Geral do Processo de Extracao de

Conhecimento de Bases de Dados

2.1 Consideracades Iniciais

Os métodos tradicionais de analise de dados tém se tornado impraticaveis com o aumen-
to do volume de dados disponiveis. O processo de Extraciao de Conhecimento de Bases de
Dados se apresenta como uma tecnologia que automaliza a analise de grandes volumes de
dados buscando conhecimento e tem sido visto com clevado interesse pelas organizacgoes.

Apesar de aulomalizar a analise de dados, o processo de Extracao de Conhecimento de
Bases de Dados € bastante complexo, envolvendo a execuc¢ao de diversas etapas, iteracao
entre cssas etapas e interagio com os usuarios. Além disso, o processo de Extracdo de
Conhecimento ¢ uma darea multidisciplinar, cnvolvendo campos de pesquisa como Base de
Dados, Aprendizado de Maquina (AM), Reconhecimento de Padroes, Estatistica, Visuali-
zacao de Dados. Dessa mancira, nao se pode esperar a descoberta de conhecimento util
apenas submetendo um conjunio de dados a uma caixa preta.

Neste capitulo ¢ apresentado de maneira geral o processo de Extracao de Conhecimento
de Bases de Dados, descrevendo suas etapas ¢ algumas ferramentas disponiveis no mer-

cado para apoio a este processo.



2.2 O Processo de Extracao de Conhecimento de Bases de Dados

O processo de Extraciao de Conhecimento de Bases de Dados foi definido em
(Fayyad, Piatetsky-Shapiro, & Smyth 1996) como: “Processo de identificar padroes nos
dados que sejam validos, novos, polencialmente uteis e compreensiveis a seres humanos”.
A Extracao de Conhecimento ¢ definida como sendo um processo pois cnvolve a exccucao
de diversas etapas. O conhecimento extraido dos dados deve ser valido para um novo con-
junto de dados com um certo grau de cerleza, aléem de ser compreensivel, pelo menos apas
algum Poés-processamento. para que possa ser ufilizado por seres humanos, e trazer algo
de novo para cles, scndo portanto. potencialmente til,

Existem diversas abordagens para a divisao das etapas do processo de Exlracao de Co-
nhecimento. Inicialmente, foi proposta em (Fayyad, Piatctsky-Shapiro. & Smyth 1996)
uma divisao do processo em nove etapas. Ja em (Weiss & Indurkhya 1998), essa divisao
¢ composta por apenas quatro ctapas. No cntanto. neste trabalho, assim como delinido
em (Baranauskas 2001), considera-se a divisdo do processo em trés grandes etapas: Pré-
processamento, Extracdo de Padroes e Pos-processamento. Nesta divisdo. foram incluidas
uma etapa anterior a execu¢ao do processo, correspondente ao conhecimento do dominio
e identificacio do problema, ¢ uma ctapa posterior, correspondente a utilizagiao do conhe-
cimento obtido. Essas ctapas estao ilustradas na Figura 2.1.

Um aspccto importante a scr observado na figura ¢ que a Extracdao de Conhecimento
de Bases de Dados € um processo iterativo. envolvendo experimentacao, iteracao entre
suas fases ¢ muitas decisdes ¢ adaptacoes, de forma a ajustar o processo para o melhor
desempenho ou outras caracteristicas desejaveis. como. por exemplo. simplicidade da so-
lucdo. Além disso, a Extracao de Conhecimento ¢ um processo cenlrado na inleracao entre
usuarios, ¢ o sucesso do mesmo depende, em parte, da interacio entre as diversas classes
de usuarios. Os usuarios do processo sao normalmente divididos em trés classes (Rocha

1999):

Especialista do dominio Usuirio que deve possuir amplo conhecimento do dominio da

aplicacao ¢ deve fornecer apoio para a execucao do processo:

Analista Usuario especialista no processo de Extracao de Conhecimento e responsavel por
sua exccugdo. Este usuario deve conhecer profundamente as etapas que compdem o

PTroCesSso;

)]



Pré-processamento

Extracao de
<ol s padroes

Identificacao
do problema

Pos-processamento

y \t{%f Utilizagdo do
a%é conhecimento

-

Figura 2.1: Etapas do Processo de Extracao de Conhecimento (Rezende, Pugliesi, Melanda,
& Paula 2003)

Usuario final Representa a classe de usuario que utiliza o conhecimento extraido no pro-
cesso para auxilia-lo em um processo de tomada de decisao. Nido € necessario que

esse usuario possua conhecimento profundo do dominio da aplicacio.

Vale ressaltar que pode haver situagdes em que o especialista do dominio também € o
usudrio {inal. ou que estc auxilie ou execute fungdes pertinentes ao analista. Entretanto,
¢ pouco provavel que o analista encontre conhecimento til a partir dos dados sem o aval
do especialista sobre o que scria interessante para um dominio especifico {(Rocha 1999).

Nas proximas secoes sao descritas as ctapas que compdem o processo de Extracao de

Conhecimento.
2.2.1 Conhecimento do Dominio e Identificacao do Problema

O sucesso do processo de Extracao de Conhecimento depende, em parte, da participacao

dos especialistas do dominio da aplicacao em fornecerem um conhecimento sobre o domi-
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nio e apoiar os analistas em sua tarefa de encontrar os padroes. Dessa maneira, antes do
inicio das tarecfas do processo é importante a realizacdo de um estudo a fim de se adquirir
um conhecimento inicial do dominio.

Algumas questoes importantes devem ser respondidas nesta fase de aquisicdo de conhe-

cimento do dominio (Fayyad 1996). como:

Quais sao as principais metas do processo?
e Quais critérios de performance sao importantes?

¢ O conhecimento extraido deve ser compreensivel a seres humanos ou um modelo do

tipo caixa preta € apropriado?

¢ Qual deve ser a relacao entre simplicidade ¢ precisao do conhecimento extraido?

Aléem dessa analise inicial para definicao das principais metas ¢ restri¢ocs, o conheci-
mento sobre o dominio fornece um subsidio para todas as etapas do processo de Extracao
de Conhecimento (Baranauskas & Monard 2000; Baranauskas 2001). Mais especifica-
mente, na etapa de Pré-processamento. esse conhecimento pode ajudar os analistas na
cscolha do melhor conjunto de dados para se realizar a Extracao de Padroes, saber quais
valores sao validos para os atributos, critérios de preferéncia entre os possiveis atributos,
restrigoes de relacionamento ou informacgoes para geracdo de novos atributos.

Na etapa de Extracdo de Padroes. o conhecimento sobre o dominio pode ajudar os ana-
listas na escolha de um critério de preleréncia cntre os modelos gerados, no ajuste dos
parametros do processo de indugao, ou mesmo na geracao de um conhecimento inicial a
ser fornecido como entrada do algoritmo de Mineragao de Dados para aumentar a eficiéncia
no aprendizado dos conceitos, melhorar a precisdo ou compreensibilidade do modclo final.

Na etapa de Pés-processamento, o conhecimento extraido pelos algoritmos de extracao
de padroes deve ser avaliado. Alguns critérios de avaliacao utilizam o conhecimento do
especialista para saber. por exemplo, se o conhecimento extraido € interessante ao usudrio

(Liu & Hsu 1996: Piatetsky-Shapiro & Matheus 1994).
222 Pré-Processamento

Normalmente. os dados disponiveis para andalise nao estao em um formato adequado
para a Extragao de Conhecimento. Além disso, devido a limitagdes de memoria ou tempo de
processamento, muitas vezes nao € possivel a aplicacao direta dos algoritmos de extracao

de padroes sobre os dados. Desta maneira, torna-se necessaria a aplicacio de métodos
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para tratamento. limpeza e reducao do volume de dados antes de se iniciar a etapa de
Extracao de Padroes. E importante salientar que a execugao das transformacoes deve ser
guiada pelos objetivos do processo de extracio a [im de gque o conjunto de dados gerado
aprescrite as caracteristicas necessarias para que eles sejam cumpridos.

Diversas transformacoes nos dados podem ser exccutadas na etapa de Pré-processamento,

dentre elas:

Extracdo e Integracao Os dados disponiveis podem ser encontrados em difcrentes fon-
tes, como arquivos texto, arquivos no lormato MS EXCEL, base de dados ou Data
Warehouse. Dessa maneira, € necessaria a extracao desses dados e sua integracao,
formando uma tunica fonte de dados no formato atributo-valor, como ilustrado na
Tabela 2.1. Esscs dados no formato atributo-valor serao utilizados como entrada do

algoritmo de extracao de padroes.

A Tabela 2.1 representa um conjunto de dados com n exemplos de k atributos. Uma
linha £; representa o i-ésimo exemplo (i = 1, 2, ..., n) e uma coluna A; representla o
Jj-ésimo atributo (j = 1. 2, ..., k). Um valor «;; corresponde ao valor do atributo A;
do exemplo £;. A coluna ' é um atributo especial, denominado classe ou meta. O
valor desse atributo deve ser predito para novos exemplos pelo modelo encontrado,
caso se esteja realizando uma tarefa de predi¢cao. Dependendo da fungao escolhida
no processo de extracao, nao € necessaria a existéncia desse atributo meta. Mais
detalhes sobre a funcio desejada pela solugdo a ser encontrada e sobre o atributo

especial (' sao encontrados na Secao 2.2.3.

Tabela 2.1: Conjunto de Dados no Formato Atributo-Valor

Transformaciao Apds a extracao e integracao dos dados. estes devem ser adequados para
serem utilizados pelos algoritmos de extracao de padrées. Algumas transformacocs
comuns que podem ser aplicadas aos dados sao resumo, por exemplo quando dados
sobre vendas sao agrupados para formar resumnos diarios, transformacao de tipo, por

exemplo quando um atributo do tipo data ¢ transformado em um outro tipo para
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que o algoritmo de extracao de padrdes possa utiliza-lo de forma mais adequada, e
normalizacao de atributos continuos, colocando seus valores em intervalos definidos

como. por exemplo. entre O e 1.

Limpeza Os dados disponiveis para aplicacao dos algoritmos de extracao de padroes po-
dem aprescentar problemas advindos do processo de coleta. Estes problemas podem
corresponder a erros de digitacao ou erros na leitura dos dados por sensores. Como
o resultado do processo de extracdo possivelmente sera utilizado em um processo de
tomada de decisao, a qualidade dos dados € um fator extremamente importante. Des-
ta mancira, técnicas de limpeza devem ser aplicadas aos dados a fim de garantir sua

qualidade.

A limpeza dos dados pode ser realizada utilizando o conhecimento do dominio. Por
exemplo, pode-se encontrar registros com valor invalido em algum atributo. Pode-
se também efetuar limpeza independente de dominio, como decisao da estratégia de
tratamento de atributos incompletos, remocao de ruido ou tratamento de conjunto de

cxemplos nao balanceados (Balista, Carvalho, & Monard 2000).

Reducéo de Dados Dcvido a restricdes de espaco em memoria ou tempo de processamen-
to, o numero de exemplos e de atributos disponiveis para andlise pode inviabilizar a
utilizagao de algoritmos de extra¢ao de padrdes. Como solucdo para esse problema,
pode ser necessdria a aplicacao de métodos para reducao dos dados antes de sc ini-
ciar a husca pelos padrdes. Esta reducdo pode ser feita de trés maneiras (Weiss &

Indurkhya 1998);

e Reducao do mumero de exemplos:
e Reduciao do numero de atributos;

e Reducdo do numero de valores de um atributo.

A reducao do numero de exemplos deve ser feita de forma a manter as caracleristicas
do conjunto de dados original. isto €, através da geracao dc amostras representativas
dos dados (Glymour, Madigan, Pregibon. & Smyth 1997). A principal abordagem para
rcducao do numero de exemplos € realizar amostragem aleatoria (Weiss & Indurkhya

1998). pois este método tende a produzir amostras representativas.

E importante salientar que se a amostra nao for representativa, ou sc a guantidade

de excmplos [or insuliciente para caracterizar os padroes embutidos nos dados. os
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modelos encontrados podem ndo representar o comportamento dos dados originais,

nao tendo, portanto, valor.

A redugao do numero de atributos também pode ser utilizada como forma de se re-
duzir o espaco de busca pela solugao. O objetivo € selecionar um subconjunto dos
atributos existentes de forma que islo nao tenha grande impacto na qualidade da so-
lucao final. Esta reducéo pode ser realizada com o apoio do especialista do dominio.
uma vcz que ao se remover um atributo potencialmente 1til para o modelo final. a
qualidade do conhecimento extraido podc diminuir consideravelmente. Além disso,
por nao se saber inicialmente quais atributos serdao importantes para atingir os ob-
jetivos, deve-se remover somente aqueles atributos que sabe-sc com certeza nao ter

nenhuma importancia para o modelo final.

Também como forma de reducao do numero de atributos, pode-se utilizar induc¢ao
construtliva, em que um novo atributo é criado a partir do valor de outros. Caso
os atributos originais utilizados na construcao do novo atributo ndo estejam presen-
tes em um novo modelo, eles podem ser descartados, reduzindo assim o numero de
atributos. A utilizacdo de inducdo construtiva pode aumentar consideravelmente a

qualidade do conhecimento extraido (l.ee 2000).

A terceira forma de reducao dos dados consiste na reducao do numero de valores de
um atributo. Isso € feito, normalmente, por discretizacao ou suavizacao dos valores

de um atributo continuo.

Discretizacao de um atributo consiste na substituicao de wm atributo contirntuo (intei-
ro ou real) por um atributo discreto pelo agrupamento de seus valores. Em esséncia,
um algoritmo de discretizacao aceita como entrada os valores de um atributo continuo
e gera como saida uma pequena lista de intervalos ordenados. Cada intervalo € repre-
sentado na forma [Vigserior @ Viuperworl, de tal forma que V), i € Vigperior S80 0s limites
inferiores e superiores do intervalo. Os métodos de discretizacdo podem ser classifica-
dos em supervisionados ou nao supervisionados, locais ou globais, ¢ parametrizados

ou nao parametrizados (Félix, Rezende, Monard, & Caulkins 2000).

Na suavizacao dos valores de um atributo. o objetivo € diminuir o numero de valores
do mesmo sem discretiza-lo. Nesse método. os valores de um determinado atributo
sdo agrupados, mas ao contrario da discretizacao, cada grupo de valorces € substituido
por um valor numeérico que o represente. Esse novo valor pode ser a média, a mediana

ou nmiesmo os valores de borda de cada grupo (Weiss & Indurkhya 1998).
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A aplicacao das transformacoes apresentadas nesta secao deve ser realizada de forma
bastante cuidadosa. E imporlante garantir que as informacdes presentes nos dados brutos
continuem presentcs nas amostras geradas de forma que os modelos finais representem a
realidade expressa nos dados brutos.

A etapa de Pré-processamento € realizada antes da Extracao de Padrdes. Mas, como
o processo de Extracao de Conhecimento ¢é iterativo, algumas atividades de Pré-processa-
mento podem ser realizadas novamente ao se analisar os padrdes encontrados na etapa de
Extracao de Padrdes. Por exemplo, pode-se desecjar acrescentar algum atributo, reduzir ou
aumentar o volume de dados. fazer uma outra transformacao no tipo de algum atributo,
a fim de que o indutor possa utiliza-lo de forma mais eficienite e methorar a qualidade do

conhecimento extraido.
2.2.3 Extracdo de Padroes

O processo de Extracao de Conhecimento ¢ direcionado a cumprir um determinado obje-
tivo. A definicAo desse objctivo depende das nccessidades dos usuarios finais do processo
e da disponibilidade de dados. Com esses objetivos e os dados preparados, a etapa de
Extracao de Padroes trata da escolha. configuracao e execucao de um ou mais algoritmos
visando cumprir os objetivos determinados.

Por ser um processo iterativo, esta etapa do processo de Extracdo de Conhecimento po-
de ser executada diversas vezes para ajustar todos os parametros a fim de se obter um
resultado mais adequado aos objetivos, como por exemplo, quanto a precisio ou compre-
ensibilidade do conhecimento extraido.

Esta etapa pode ser subdividida em trés sub-etapas (Fayvad. Piatetsky-Shapiro, & Smyth
1996; Félix 1998):

Escolha da funcédo A escolha da funcao € feita de acordo com os objetivos desejaveis para
a solucao a ser encontrada pelo algoritmo. As funcdes possiveis de um algoritmo de
extracdo de padroes podem ser agrupadas em duas grandes categorias: predicao e

descricao.

Fungdes relacionadas a predicao, ou Mineracao de Dados preditivo, consistem na ge-
ncralizacao de cxemplos com suas respectivas classes conhecidas em uma linguagem
capaz de reconhecer a classe de um novo exemplo. Os dois principais tipos de proble-
mas de predicao sao classificacfio ¢ regressao. Problemas de classificacao consistem
na predicdo de um valor categérico como. por exemplo, predizer se o cliente ¢ bom

ou mau pagador. Nos problemas de regressao, o atributo a ser predito consistc em
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um valor continuo como, por exemplo, predizer o lucro em um empréstimo (Weiss &

Indurkhya 1998).

Funcoes relacionadas a descricdo, ou Mineracao de Dados descrilivo, consistem na
identificacao de comportamentos no conjunto de dados. sendo que estes dados nao
possuem um atributo-meta especificado, como acontcee na predicao.  Alguns dos
problemas de descricao sao a geracao de clusters, geracao de regras de associacao e

sumarizacao.

Escolha do Algoritmo Com a fung¢ao desejada escolhida. existe uma variedade de algorit-
mos para realiza-la. Nesta etapa deve ser escolhido o algoritmo a ser utilizado. bem

como a configuracio de seus parametros.

A escolha do algoritmo esta relacionada com a linguagem de representacao dos pa-
droes encontrados. Por exemplo. se o objetivo € realizar uma classificacdo, tem-sc a
possibilidade de utilizar algoritmos indutores de arvores de decisao, regras de pro-
ducdao, entre outros. Tipos de representagées comuns sao; arvores de decisao. re-
gras, modelos lineares. modelos nao lineares (Redes Neurais), modelos baseados em
exemplos (KNN - K-Nearest Neighbour, Raciocinio Baseado em Casos) e modelos de

dependéncia probabilistica (Redes Bayesianas).

Um aspecto que merece atengao € a complexidade da solucao encontrada pelo algorit-
mo de extracado. A complexidade da solucao esia direlammente relacionada com a capa-
cidade de representacao do conceito embutido nos dados. O problema € que quando
os parametros do algoritmo estdo ajustados para encontrar solugées mais complexas
que o conceilo efetivamente existente nos dados, o modelo resultante podera ter uma
precisao boa para o conjunto de treinamento, mas um desempenho ruim para novos
exemplos. Diz-se entao que o modelo € especifico para o conjunto de treinamento, ou

seja, ¢ pouco genérico. Neste caso. ocorreu overfitting.

Por outro lado, se a complexidade da solucao que esta sendo buscada nao for sufi-
ciente para adequar o conceito representado nos dados, por cxemplo, ao se definir
um numero insuficiente de ncurdnios para uma Rede Neural ou um fator de poda
muito alto na geracao de uma Arvore de Decisao, pode-se nao conseguir induzir um
modelo representativo (Baranauskas & Monard 2000). Isto € 0o que se chama de un-
derfitting. Neste caso, o modelo encontrado pode nao ter uma boa performance tanto

nos exemplos disponiveis para o lreinamento quanto para novos exemplos.
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Desta maneira. a configuracio dos parametros do algoritmo deve ser feita de forma
bastante cuidadosa. Em (Kearns & Vazirani 1994) € sugerido que. na escolha de
uma determinada solucao, o modelo mais apropriado € aquele mais simples que scja

consistente com todas as observacoes.

Em (Kohavi, Sommerfield, & Dougherty 1997) é mostrado experimentalmente que nao
existe um unico bom algoritmo para todas as tarefas. Dessa maneira, a escolha de
varios algoritmos para realizar a tarefa desejada pode ser feita. Isto levaria a4 obtencao
de diversos modelos que. na etapa de Pds-processamento, sceriam tratados a fim de

fornecer o conjunto dec padroes mais adequado para o usuario final.

Extracao de Padrées A etapa de Extracdo de Padrées do processo de Extracao de Conhe-
cimento de Bascs de Dados consiste na aplicacao dos algorilmos de mineracao esco-
lhidos para a extracao dos padroes embutidos nos dados. E importante ressaltar que,
geralmente, essa etapa consiste de diversas execugocs dos algoritmos de cxiracao de

padroes,

Técnicas de combinacao de preditores tém sido pesquisadas com o objelivo de cons-
truir um preditor mais preciso pela combinacao de varios oulros. O resultado dessa
combinacdo ¢ chamado de ensemble. A utilizaciao de ensembles tem obtido melhores

resultados que a utilizacdo de um tinico preditor (Dielterich 2000: Breiman 2000).

Um outro aspecto importante € o fato de quc. com o objetivo de sc fazer uma ava-
liacdo mais precisa da taxa de erro de um classificador, métodos de resampling 1ém
sido normalmente utilizados na Extracao de Padroes. Resampling consiste na realiza-
cao de varios expcrimentos em que o classificador € treinado ¢ testado com dilerentes
conjuntos de treinamento e teste disjuntos. Como resultado de cada um desses ex-
perimentos. € obtida uma taxa de erro. A média dessas taxas de erro é considerada

uma boa aproximacao para a taxa de erro do classificador para exemplos [uturos.

Em um dos métodos de resampling, k-fold cross-validation, o conjunio de exemplos
¢ dividido em k particoes mutuamente exclusivas. Em cada iteracao do método, k-1
particdes sao fornecidas ao algoritmo de aprendizado ¢ a restante é utilizada para
calcular a laxa de erro da iteracao. A taxa de erro final estimada pelo método é a

média das taxas de erro de cada uma das k iteracoes.

Apos a etapa de Extracao de Padroes. o conjunto de padroes descoberto deve ser anali-

sado ou processado na etapa de Pos-processamento para ser entao fornecido ao usuario.
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2,24 Pos-Processamento

O processo de Extracao de Conhecimento de Bases de Dados nao termina apos a des-
coberta dos padrocs existentes nos dados. Uma vez que o conhecimento extraido tem sido
utilizado para resolver problemas da vida real, sendo utilizado em um sistema inteligente
ou por um ser humano em um processo de tomada de decisao, concorda-se que a obtencao
do conhecimento nao ¢ o passo final do processo. Além disso, o fato de se utilizar técnicas
de Extracao de Conhecimento de Bases de Dados nao significa que os usudarios nao pos-
suem nenhum conhecimento prévio sobre os dados. Portanto, é importante que algumas

questdes sejam respondidas aos usudrios (Liu & Hsu 1996):
¢ O conhecimento extraido representa o conhecimento do especialista?
¢ De que maneira o conhecimento do especialista difere do conhecimento extraido?
e ILm que partec o conhecimento do especialista esta correto?

Outro aspecio importante ¢ que os algoritimos de extracao de padrdes podem gerar wuma
quantidade enorme de padroes, muitos dos quais podem nao ser importantes, relevantes
ou interessantes para o usuario, o que pode tornar inviavel a tarcfa realizada pelos usud-
rios de encontrar o conhecimento interessante. Dessa maneira, muitos estudos tém sido
direcionados ao desenvolvimento de técnicas para apoiar os usuarios na selecdo dos pa-
drées mais interessantes (Silberschatz & Tuzhilin 1995). Uma descricao mais detalhada do
problema da interessabilidade do conhecimento extraido € apresentada na Secao 3.2.

Um dos objetivos principais do processo de [Extragio de Conhecimento € que o usuario
possa compreender e utilizar o conhecimento descoberto. Entretanto, podem ocorrer ca-
sos em que os modelos sao muito complexos ou nao fazem sentido para os especialistas
(Pazzani 2000; Pazzani, Mani, & Shankle 1997). Assim, a compreensibilidade do conhe-
cimento extraido é um outro aspecio bastante importante para o processo de Extracao de
Conhecimento de Bases de Dados.

A compreensibilidade de um dado conjunto de regras esta relacionada com a facilidade
de interpretaciao dessas regras por um ser humano. A compreensibilidade de um modelo
pode ser cstimada. por exemplo. pelo numero de regras e o numero de condicdes por regra.
Nesse caso, quanto menor a quantidade de regras de um dado modelo ¢ menor o namero
de condigoes por regra, maior serd a compreensibilidade das regras descobertas (Fertig,
Freitas, Arruda, & Kaestner 1999). Em (Pazzani 2000; Pazzani, Mani, & Shankle 1997)

é discutido que outros fatores, além do tamanho do medelo, sdao imporiantes na determi-
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nacao da compreensibilidade de um conhecimento. Um fator citado ¢é que os especialistas
possuem tendéncia a compreender melhor modelos que nao contradizem scu conhecimento
prévio.

Apos a analise do conhecimento nessa etapa de Pds-processamento, caso o conhecimen-
to nao seja de interesse do usuario final ou nao cumpra com os objetivos propostos, o pro-
cesso de extragao pode scr repetido ajustando seus parametros ou melhorando o processo
de escolha dos dados para a obtencao de resultados melhores numa préxima itcracao.

No final do processo de Extracdo de Conhecimento, € interessante que todo o conheci-
mento adquirido seja disponibilizado em um ambiente adequado de forma a facilitar sua
validacdo, interpreta¢ao e utilizacao pelo usuario linal. Uma descrigao geral de um Ambi-

ente para Exploracao de Regras é apresentada no Capitulo 4.

2.3 Ferramentas de Mineracdo de Dados

O desenvolvimento da tecnologia de Exiracao de Conhecimento e sua utilizagao nos mais
variados dominios e pelas mais diversas organizacdes tem motivado o desenvolvimento de
varias ferramentas para apoiar o processo e a elaboracao de muitos prototipos de pesquisa.
Esta secao apresenta uma visao geral de alguns prototipos de pesquisa de ferramentas
de Mineracao de Dados que possuem funcionalidades inovadoras ¢ de alguns produtos

comerciais disponiveis no mercado.

2.3.1 Prototipos de Pesquisa

Nos ultimos anos. diversos prototipos de ferramentas de Mineracao de Dados tém sido
desenvolvidos em iniimeras universidades e laboratérios de pesquisa. Com o objetivo de
ilustrar as principais areas que tém recebido maior alencao dos pesquisadores do processo
de Extracao de Conhecimentio, os protétipos apresentados nesta se¢do foram agrupados

nas seguintes categorias (Thuraisingham 1999):

Novos Modelos Funcionais As ferramentas pertencentes a esta categoria sao aquelas quc
visam desenvolver novos modelos funcionais para Mineracao de Dados. Essencial-
mente. na maijoria destes projetos. o objetivo € integrar métodos de Mineracao de
Dados com o gerenciamento de base de dados. A idéia principal desses trabalhos
¢ desenvolver novas técnicas para otimizar as consultas e permitir um melhor su-
porte aos métodos de Mineracdo de Dados. Um exemplo de prototipo pertencente

a esta categoria ¢ o projcto Queryflocks, desenvolvido em conjunto pela Universida-

16



de de Stanford e as organizacées MITRE e Hitachi (Tsur, Ullman, Abiteboul, Clifton,

Motwani. Nestorov, & A. 1998).

Tratamento de Novos Tipos de Dados O tratamento de diferentes tipos de dados, como
dados multimidia, € o objetivo dos protétipos pertencentes a esta categoria. Tambémn
pertencem a esta categoria as ferramentas que apoéiam o processo de Text Mining. O
prototipo Queryflocks pode ser utilizado para encontrar associagoes em hases textu-

ais, pertencendo também a esta categoria.

Alguns protoétipos sao voltados a extracao de conhecimento a partir de imagens (Image
Mining). O prototipo SKICAT (Sky Image Calaloging and Analysis Tool). desenvolvido
pelo JPL (Jet Propulsion Laboratory). visa detectar objetos desconhecidos a partir de

imagens espaciais (IFayyad, Haussler, & Stolors 1996).

Escalabilidade Um problema identificado ao se utilizar muitos dos métodos de extracio de
conhecimento € que estes ndo foram projetados para tratar grandes volumes de dados.
Por outro lado. com o desenvolvimento da tecnologia de armazenamento, o volume
de dados disponivel para anadlise tem crescido exponencialmente. Desta maneira,
diversos projetos de pesquisa tém sido desenvolvidos com objetivo de tratar grandes
bases de dados. Alguns trabalhos que tratam da escalabilidade dos algoritmos de
extracao de conhecimento tém sido desenvolvidos pela Thinking Machines Corporation

e pela Siticon Graphics.

Compreensibilidade dos Resultados Um outro problema identificado no {inal do processo
de Extracao de Conhecimento de Bases de Dados € a compreensibilidade do resultado
obtido. Os padrocs extraidos pelos algoritmos podem ser muito complexos ou nao
fazerem sentido para os usuarios do processo de Extracao de Conhecimento, dificul
tando sua compreensao e possivel utilizacao (Pazzani 2000: Pazzani. Mani, & Shankle
1997). Assim, muilos projetos tém sido voltados a tratar este aspecto. A visualizacao
dos padroes extraidos tem sido ulilizada nesses projetos como principal técnica para
auxiliar a compreensao dos mesmos (Thearling, Becker, DeCoste, Mawby, Pilote, &

Somumerfield 2002).

2.3.2 Produtos Comerciais

O desenvolvimento de ferramentas comerciais de Mineragao de Dados Lem como objeti-
vo principal fornecer aos tomadores de decisao das organiza¢ocs, usuarios normalmente

nao especialistas em Mineracao de Dados, ferramentas intuitivas ¢ amigaveis (Freitas &
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Lavington 1998). Nesta secao € fornecida uma visao geral de alguns produtos comerciais

de Minera¢ao de Dados disponiveis no mercado.
Clementine

Clementine! é uma ferramenta integrada que implementa basicamente inducao de ar-
vores de decisao (C5.0). algoritmos de Redes Neurais (Multi-layer Perceptron-MLP e redes
Kohonen), k-means, regras de associacao e regressao lincar (Freitas & Lavington 1998).

Clementine ofercee uma interface grafica baseada em programacao visual. Isto permite
ao usudrio especificar operacdes de Mincracao de Dados, incluindo de Pré-processamento,
Extracao de Padrées e Pés-processamento, para serem cxecutadas “arrastando” icones €
objetos relacionados facilitando a criagao de uma seqtiéncia de operacoes.

Uma outra caracteristica da ferramenta Clementine ¢ que ela pode fazer uma confi-
guracao automatica dos parametros dos algoritmos de AM. A ferramenta apresenta trés
niveis de configuracao dos parametros. No nivel mais autonomo, todos os parametros sio
determinados automaticamente, baseando-se nos dados a serem minerados. No nivel in-
termedidrio, a ferramenta permite ao usuario especificar os parametros de mais alto nivel,
como por exemplo o fator de generalidade das regras descobertas. No nivel menos auto-
nomo, a ferramenta permite ao usuario a configuracio de todos os parametros (Freitas &

Lavington 1998).
DARWIN

A ferramenta DARWIN? foi projetada para minerar grandes bases de dados utilizando
paralelismo. A ferramenta é constituida de varios médulos (Freitas & Lavington 1998;

Tamayo, Berlin, Dayanand, Drescher, Mani, & Wang 1997).

StarData Médulo que prové todas as funcionalidades de manipulacao e transformacao de

dados utilizadas pelos outros médulos da ferramenta DARWIN:

StarTree Modulo bascado no algoritmo CART (Classification and Regression Tree) (Brei-
man, Friedman. Olshen, & Stone 1984). podendo realizar tanto tarefas de classifica-
cao quanto de regressao. O algoritmo CART paralelo implementado nessa ferramenta

constroi arvores de decisao idénticas as construidas pelo algoritmo seqliencial;

StarNet Modulo baseado em algoritmos de Redes Neurais. Esse moédulo oferece varias

func¢des de ativagao para serem utilizadas nas redes, além de um procedimento espe-

"http:/ /www.spss.com/Clementine (ultimo acesso: 21/01/2003)
“http://otn.oracle.com/products /datamining/content html (0ltimo acesso: 21/01/2003)
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cial para selecao automatica do tamanho da rede. Esse mddulo permite a adicao de

novas funcées de ativagdo, medidas de erro ¢ algoritmos de treinamento da rede;

StarMatch Modulo baseado no algoritmo K-nearest neighbor com atribulos ponderados.
Esse module permite a especificacdo manual ou automatica dos pesos dos atributos
e utiliza estruturas de dados do lipo KDTrees para aumerntlar a velocidade de busca

dos exemplos armazenados mais similares a um novo exemplo fornecido:

StarGene Modulo baseado em Algoritmos Genéticos cuja funcao principal € otimizar os
parametros usados por outros modulos da ferramenta. Por exemplo, o moédulo Siar-
Gene pode ser usado para otimizar os pesos de interconexdo de uma rede neural no

modulo StarNet.

Mineset

O Mineset” " (Motroni & Vanderberg 2000) consiste de um software produzido pela Si-
licon Graphics para mineracao de dados. O Mineset! ' possui algumas ferramentas de
Pré-processamento dos dados, um conjurnito de ferramentas para Extracao de Padrocs e
ferramentas de visualizacao de dados e dos modelos ericontrados pelos algoritmos de Mi-
neracao de Dados.

O Mineset” " utiliza uma Biblioteca de Algoritmos de Aprendizado de Maquina imple-
mentada em Ct*, chamada de MLC™*, em que estao implementados os algoritmos de
Aprendizado de Maquina utilizados pela ferramenta. Essa biblioteca possui um papel du-
plo por apresentar os principais algoritmos de aprendizado de maquina implementados ¢
prontos para serem utilizados e por fornecer um conjunto de classes para auxiliar os de-
senvolvedores na construcao de novos algoritmos (Félix, Rezende, Doi, Paula, & Romanato
1998).

A ferramenta Mineset’? csta dividida nos seguintes médulos:

Médulo de Controle Centralizado Modulo constituido de wuma interface gralica
chamada Tool Manager ¢ de um processo chamado Data Mover. A Tool Manager deve
ser executada em uma estacdo cliente e € responsdvel pela maioria das interacées com
os componentes do Mineset!?. O Data Mover ¢ executado no servidor do Mineset!

e ¢ responsavel principalmente pelo acesso e pela transformacéo dos dados utilizados

na ferramenta;

Médulo de Ferramentas de Mineracdo de Dados Modulo constituido de um conjunto de

algoritmos para extracao de modelos e padroes dos dados. Os algoritmos implemen-
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tados sao Indutores de Arvores de Decisao e de Regressao, Calculo da Importancia de
Colunas, Gerador de Regras de Associacao, Gerador de Clusters, Indutor de Evidéncia,

Discretizador Automatico e Indutor de Tabelas de Decisao.

Moédulo de Visualizacao Modulo constituido de um conjunto de ferramentas para visua-
lizacao de dados ¢ dos modelos ou padrécs extraidos pelos algoritmos existentes no
modulo de Ferramentas de Mineraciao de Dados. As ferramentas de visualizacao sao
Visualizador de Arvores, Visualizador de Mapas, Visualizador de Regras, Visualizador
de Evidéncia, Visualizador de Registros, Visualizador de Estatisticas, Visualizador de

Clusters. Visualizador de Tabelas de Decisao, Scatter Visualizer e Splat Visualizer.

intelligent Miner

A Ferramenta Intelligent Miner” incorpora algumas pesquisas que tem sido desenvolvi-
das pela IBM. Intelligent Miner ¢ uma ferramenta de Mineracao de Dados que pode exe-
cutar muitas tarefas. incluindo descoberta de regras de associacdo e padraes seqiienciais,
classificacao, clusterizagao ¢ modelagem de dependéncia. A ferramenta também trata o
problema de dados incompletos, deteccao de ruidos e categorizacao de dados continuos
(Freitas & Lavington 1998; Thuraisingham 1999).

Com relacéo a classiflicagao, o sistema inclui algoritmos de inducao de arvores de decisao
e de Redes Neurais. Dentre os algoritmos utilizados em Redes Neurais, encontram-se:
backpropagation, radial basis functions, adaptive resonance networks e mapas de kohonen
(Freitas & Lavington 1998). Alguns desses algoritmos podem ser utilizados para realizar

clustering.

DataMind

Em um projeto conjunto entre a corporacao Red Brick, especializada em Data Warechou-
sing, e a corporacao DataMind foi desenvolvido um produto chamado DataMind que integra
produtos de Data Warehousing e Minera¢ao de Dados (Thuraisingham 1999).

A ferramenta de Data Warehouse da Red Brick ¢ uma base de dados relacional espe-
cialmente projetado para atender o mercado de Data Warehouse. apresentando algumas
caracteristicas importantes para este tipo de aplicacdo. As funcionalidades de Mineracao
de Dados do produto da Red Brick ¢ integrada ao produto de Data Warehousing como uma

extensao dos comandos SQL.

4 http://www-3.ibni.com/software /data/iminer (altimo acesso: 21/01/2003)
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WEKA (Waikato Environment for Knowledge Analysis)

WEKA"' (Witten & Frank 1999) consiste de uma biblioteca contendo implementacdes na
linguagem Java de alguns algoritmos de AM. Como na MLC**, os algoritmos implementa-
dos na WEKA podem ser utilizados diretamente pelos usuarios ou tem-se a possibilidade de
utilizar as classes existenles na elaboracao de variantes dos algoritmos ja implementados
ou na construcao de novos algoritmos. Alguns dos algoritmos atualmente implementados
sao J48 (versao Java do C4.5), ID3. Naive Bayes, Regressao Linear e M5,

A WEKA (ambém possui algumas ferramentas que executam larefas de preparacao de
dados. como normalizacao, discretizacao, reducéo do numero de valores e reducio do

numero de exemplos,

2.4 Consideracoes Finais

Recentemente, com o desenvolvimento da tecnologia de armazenamento, a quantidade
de dados disponivel nas bases de dados das organizacocs tem crescido demasiadamente.
Este crescimento inviabilizou a utilizacao de técnicas manuais para andalisc desses dados.
Ao mesmo tempo. as organizacodes {ém visto a possibilidade de utilizar seus dados a fim de
obter conhecimento sobre seus clientes, produtos e parceiros, e assim adquirir vantagem
competitiva perante seus concorrentes.

Nessc contexto, os pesquisadores da area de Inteligéncia Artificial tém direcionado estu-
dos para o processo de Extracao de Conhecimento de Bases de Dados, que visa automatizar
a tarefa de extrair conhecimento 1til a partir de grandes volumes de dados.

Este capitulo teve o objetivo de apresentar o processo de Extracao de Conhecimento de
Bases de Dados. delalhando as atividades que devem ser realizadas desde a compreensao
do dominio, preparacao dos dados. até a avaliacao do conhecimento extraido para verificar
se este € de inleresse do usuario final. além de apresentar algumas ferramentas disponiveis
no mercado para apoiar o processo de Extracido de Conhecimento.

Conforme apresentado, pode-se observar que o processo de Extracao de Conhecimento ¢
bastante complexo ¢ trabalhoso, pois envolve a execucao de muitas tarefas, configuracao de
diversos parametros e grande inleracao com os usuarios. Contudo, o sucesso do processo

pode trazer uma recompensa valiosa para as organizacoes.

4ht‘Lp: / /www.cs.waikato.ac.nz/" ml/weka/index.html (altimo acesso: 21/01/2003)
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O préximo capitulo é focado em alguns aspectos relalivos ao Pés-processamento de co-
nhecimento, mais especiticamente sobre a avaliagao de regras, apresentando algumas me-

didas objetivas e subjetivas para avaliacao de regras.
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Capitulo 3

Avaliacao de Regras

3.1 Consideracdes Iniciais

A Extracao de Conhecimento de Bases de Dados ¢ um processo voltado a atender as
necessidades de seus usuarios finais. O objetivo final do processo é que esses usuarios ob-
tenham algum tipo de vanlagem ao utilizar o conhecimento encontrado a partir dos dados.
Contudo, a utilizacao efetiva desse conhecimento depende de fatores como a identificacao
do conhecimento mais interessante ou relevante e a facilidade de sua interpretacio.

No contexto da disponibilizacao de conhecimento, sao tratados modelos que possam ser
compreendidos, interpretados e utilizados pelos usuarios do processo, ou seja, sao con-
siderados principalmente os modelos simbolicos de Aprendizado de Maquina que utilizam
regras como linguagem para represcntacao das hipateses. O objetivo ¢ que 08 usuarios pos-
sam olhar "dentro” desses modelos, isto €. 0s usudrios podem analisar as regras existentes
dentro de um modelo e utilizar esse conhecimento para apoiar um processo de tomada de
decisao. Além de modelos simbolicos de classilicacao, também sédo considerados modelos
simbdlicos para regressao e conjuntos de regras de associagao.

Andliscs mais detalhadas dos conjuntos de regras sao necessarias para efetivamente
apoiar os usuarios na avaliacao do conhecimento, sendo necessaria a utilizacdo de mdéto-
dos mais sofisticados do que simplesmente utilizar a precisao de um modelo. Assim, maior
atenc¢ao tem sido dada pelos pesquisadores do processo de Mineracao de Dados a proble-
mas relacionados a utilizacdo ¢ compreensao do conhecimento, e diversos trabalhos tém
sido desenvolvidos. tendo sido propostas diversas medidas para avaliacao de regras. Essas

medidas permitem avaliar tanto o desempenho quanto a qualidade das regras.
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O desempenho de uma regra estda associado a fidelidade com que esta representa os
dados. Por exemplo. uma medida de desempenho € a precisdo da regra. Quanto a avali-
acao de qualidade. conceitos como compreensibilidade ¢ interessabilidade sao utilizados.
A compreensibilidade de um dado conjunto de regras esta relacionada a sua facilidade de
interpretacao pelos usuarios, podendo ser estimada, por exemplo. pelo numero de regras
¢ o niimero de condi¢des por regra, conforme apresentado no Capitulo 2. A interessabi-
lidade, por sua vez, é uma avaliacao realizada a partir de estimativas da quantidade dc
conhecimento interessante ao usuario esta presente no conjunto de regras. Medidas de
interessabilidade podem estar relacionadas, por exemplo, a utilidade ou novidade do con-
junto de regras.

Necsse sentido, essc capitulo trata de alguns desses problemas, apresentando em mais
detalhes o problema da interessabilidade do conhecimenio extraido, assim como algumas

medidas de avaliacao quanto a desempenho e qualidade das regras.

3.2 Interessabilidade de Regras

Uin problema que tem sido identificado no processo de Extracdo de Conhecimento ¢
que, normalmente. o niumero de padrées encontrados a partir dos dados ¢ muito grande.
Devido a esse grande numero de padroes, sua andlise € certamente bastante dificil de
ser cxecutada manualmente. Normalmente, os usuarios esperam receber somente uma
pequena colecao de padrdes que sejam (teis, novos ¢ interessantes (Liu, Hsu, & Ma 2001;
Liu, Hsu, & Ma 1999:; Klemettinen, Mannila, & Toivonen 1997; Liu, Hsu, Mun, & Lee
1996). Alguns fatores que levam um conhecimento a nao ser de interesse do usuario sao
(Padmanabhan & Tuzhilin 2000; Klemettinen, Mannila, Ronkainen. Toivonen, & Verkamo

1994):
¢ Uma regra pode corresponder a um conhecimento prévio;

¢ Uma regra pode referenciar atributos ou uma combinacao de atributos nao interes-

santes;
¢ Regras podem ser redundantes.

Desta maneira, € extremamente importante para o processo de Extracao de Conheci-
mento o desenvolvimento de técnicas para selecao de regras interessantes. Essas técnicas
sao frequenlemente referenciadas na literatura como Interessabilidade de Regras.

Muitas pesquisas tém mostrado que a identificacio e remocio dos padrées redundantes

ou nao interessantes para os usuarios pode ser realizada por um processo automatico.

24



Como resultado dessas pesquisas. diversas medidas de interessabilidade e ferramentas de
apoio a selecao de padrées interessantes tém sido desenvolvidas pelos pesquisadores do
processo de Extracao de Conhecimento para auxiliar os usuarios nessa larefa de identi-
ficacao dos padroes interessantes (Liu, Hsu, & Ma 2001; Liu. Hsu, & Ma 1999; Lavrac,
Flach, & Zupan 1999; Klemettinen, Mannila, & Toivonen 1997: Silberschatz & Tuzhilin
1996; Piatetsky-Shapiro & Matheus 1994).

A interessabilidade se refere ao grau que um dado padrao descoberto € de inleresse pa-
ra um usuario final do processo de Extraciao de Conhecimento de Bases de Dados e esta
relacionada a fatores como novidade, utilidade, relevancia ¢ significancia estatistica. Um
sistema automatico de descoberta de conhecimento que seja interessanle para o usuario
requer que fatores de interesse sejam especificados e combinados numa medida que reflita
como o especialista no dominio julga os padrécs, para que scja possivel a andlisc automa-
tica da interessabilidade dos padroes descobertos (Piatetsky-Shapiro & Matheus 1994). A
identificagao desses aspectos que permitem a determinacao do conhecimento interessante
nao ¢ simples e é extremamente dependentc do dominio e do usuario.

Em (Liu, Hsu, Mun, & Lee 1996), a interessabilidade loi definida como: Seja B o conjunto
de todos os padrdes descobertos a partir de uma base de dados D pela aplicacdo de uma
técnica (), o problema da interessabilidade consiste em determinar o conjunto ! de padroes
interessantes e ordenar esses padroes de acordo com o grau de interesse do usuario em
um determinado instarnite de tempo.

Alguns aspectlos importantes sobre essa definigao devem scr ressaltados:

¢ O conjunto 7 pode nao ser o conjunto completo de todos os padroes que foram desco-
bertos a partir de D). Geralmente, / ¢ apenas um subconjunto dos padrées contidos

em I3;

e Nem todos os padroes de [ sao igualmente interessantes. Dois padroes diferentes

pertencentes ao conjunto / podem ter diferentes graus de interesse para o usuario;

e [ é um conjunto dinamico, pois ¢ dependente do usuario e do tempo. Diferentes
usuarios podem possuir interesse em diferentes subconjuntos do conjunto /, ou ain-
da. um anico usuario pode ter interesse em diferentes subconjunios em diferentes

MOomentos.

E extremamente importante que seja possivel projetar técnicas gerais de selecdo e or-

denagao de padroes de acordo com sua interessabilidade. Diversas pesquisas tém sido
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realizadas no sentido de desenvolver medidas para avaliacao de interessabilidade indepen-
dentes do usuario e do dominio {Freitas 1998b). Essas medidas mais gerais sdo chamadas
de medidas objetivas para avaliacao de conhecimento.

As medidas objetivas para avaliagao de padrdes depcndem somente da estrutura dos
padroes e dos dados que os originaram. Algumas dessas medidas estdo detalhadas na
Secdo 3.3. Essas medidas sao utcis em muitos aspectos, mas, por nao levarem em consi-
deragao fatores especificos do usudrio. elas sao insuficientes para selecionar precisamente
o foco de interesse do usuario, devido as caracteristicas do problema de interessabilidade.

Dessa maneira, foram descnvolvidas medidas que levam em consideracao aspeclos re-
lacionados ao usuario e ao dominio da aplicacio. Por essc motivo. essas medidas sdo nor-
malmentle chamadas de medidas subjetivas para avaliacao de conhecimento. Na Sec¢ao 3.4

algumas dessas medidas sao detalhadas,

3.3 Aspectos Objetivos para Avaliacao de Regras

Como as medidas objetivas dependem somente dos dados e da estrutura dos padrées,
elas sao. por definicdao, mais genéricas que medidas subjetivas. Isso motivou o desen-
volvimento de muitas medidas objetivas para avaliagao de regras. sendo algumas dclas

apresentadas nesia secao.

3.3.1 Medidas de Surpresa

Um conhecimento pode ser considerado surpreendente para o usuario se ele for pre-
viamente desconhecido ou contrariar seu conhecimento. Por ser bastante dependente do
conhecimento que o usuario possili, a surpresa de regras ¢, normalmente, considerada
um aspecilo subjetivo. Entretanto, em (Freitas 1998b) ¢ mostrado que é possivel definir

algumas medidas objelivas para identificacao da surpresa de regras.
Surpresa dos Pequenos Disjunfos

Um conjunto de regras pode ser referenciado como uma disjun¢ao de regras, e uma regra
individual pode ser chamada de disjunto. O tamanho do disjunto representa o numero de
exemplos do conjunto de dados em que a parte condicional da regra é verdadeira, isto €, o
numero de exemplos cobertos pela regra. Pode-se entao definir um pequeno disjunto como
uma regra que cobre poucos exemplos do conjunto de dados. A determinacao de quais
regras sao pequenos disjuntos € feita de acordo com algum critério especifico. como por

exemplo, um limite maximo para o numero de exemplos cobertos pela regra. Nesse caso.
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uma regra sera considerada um pequeno disjunto se o niimero de exemplos cobertos por
ela nao ultrapassar o limite estipulado.

Normalmente, os algoritmos de¢ inducao de regras ou arvores possuem um bias favo-
ravel a descoberta de modclos mais genéricos, ou seja, lavoravel a descoberta de grandes
disjuntos. Nesse caso. 0os pequenos disjuntos sao normalmente removidos dos modelos
para garantir generalidade. Entretanto, um pequeno disjunio pode representar um padrao
de comportamento especifico dos dados ou simplesmente um ruide. No primeiro caso, o
disjunto deve ser mantido, podendo representar algum aspecto do conjunto de dados que
pode ser de interesse do usuario. No segundo caso, o disjunto representa um erro dos
dados e deve ser descartado. Descobrir a qual desses casos pertence um pequeno disjunto
¢ extremamente complicado, baseando-se somente nos dados (Freitas 1998a). Portanto.
os pequenos disjuntos devem ser tralados de maneira mais cuidadosa. evitando assim a
eliminacdo de um conhecimento potencialmente interessante,

Em (Freitas 1998b) € proposto que um pequeno disjunto € surpreendente se ele prediz
uma classe diferente das classes preditlas pelas suas menorces generalizagées. As menores
generalizagoes de um pequeno disjunto sao delinidas como segue.

Um disjunio ¢ composto por conjuncoes de m condicoes, na lorma cond;, AND cond,
AND . AND cond,,, em que cada elemento cond,, k = 1,..m, possui a forma
< Atributo op Valor >, sendo op um elemento do conjunto {<.>.>, < =}

Um disjunto possui um lotal de « menores generalizagoes, em que cada generalizacao
k € relacionada a condi¢ao cond; da regra. No caso do elemento Atribufo do lermo condy
ser um atributo discreto, a b-ésima generalizacao é formada pela remocao da cond;. da re-
gra. Caso contririo, quando o clemento Alribulo de cond,, possui valor continuo, a k-ésima
generalizacao pode ser definida de duas [ormas: (a} removendo a condicao condy,, ou (b} adi-
cionando um pequeno valor a ao elemento Valor de condy se op € um elemento do conjunio
{<.<} ou removendo-se o de Valor se op ¢ um elemento do conjunto {>. >}, Em todos os
casos, o numero de exemplos cobertos por cada generalizagao de um disjunto é maior ou
igual ao numero de exemplos cobertos pelo disjunto original. Como resultado, a distribui-
cao do atributo meta em cada generalizagdo pode ser basiante diferente da distribuicao do
atributo meta no conjunto de exemplos coberto pelo pequeno disjunto original.

A medida de surpresa dos pequenos disjuatos € calculada como segue. Seja (' a classe
predita pelo pequeno disjunto original, (' a classe predita pela k-ésima menor generaliza-
cao do disjunto, ¢ 1 0 numero de menores generalizacoes em que SoCh k= om En

tao. a medida objetiva de surpresa do pequeno disjunto € definida pela Equagao SurpDis) -
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n/m. Como n € um numero inteiro no intervalo 0..;, essa medida de surpresa possui seus
valores no intervalo [0..1]. Quanto maior o valor de Surpl)isj, maior sera a surpresa do

pequeno disjunto original (Freitas 1998b),

Surpresa dos Atributos individuais das Regras

Normalmente, as medidas de avaliacao consideram o antecedente das regras de forma
unica, nao se importando com os atributos presentes nas condi¢des das regras. Entre-
tanto, duas rcgras com um mesmo valor de alguma medida de avaliacao podem possuir
interessabilidade diferente para um determinado usuario, dependendo dos atributos que
aparccem no antecedente das regras (Freitas 1998b).

Um atributo com alto valor do ganho de informacao € um bom preditor para a classe
quando considerado individualmente. Porém, devido a esse fato, € possivel que ja seja
de conhecimento do usudrio que essc atributo seja um bom preditor. Assim, o usuario
pode ter uma tendéncia a se surpreender mais se a regra possui atributos com valores
de ganho de informacao baixos, isto €, regras que possuem atributos que individualmentc
nao siao bons preditorcs para a classe. A surpresa advém do fato de que, apesar dos
atributos individualmente nao serem bons preditores, sua combinacdo podc ter um alto
valor preditivo. [sso pode ser bastante interessante ou surpreendente para o usuario.

O calculo dessa medida de surpresa de atributos € feito como segue. Seja A; o i-ésimo
atributo da parte condicional da regra a ser analisada, A;. o k-ésimo valor do atributo A;.
(" o atributo meta da classificacdo. ; o j-€ésimo valor do atributo meta (", P(X) representa
a probabilidade de .X e P(X|}) representa a probabilidade condicional de X dado Y. Nas
Equacdes 3.1 e 3.2, m representa o numero de valores possiveis do atributo 4; e n repre-
senta o numero de possiveis valores do atributo meta. O valor do ganho de informacao de
um atributo A; € calculado pela Equacéo 3.3.

A medida de surpresa dos alributos individuais das regras € calculada pela Equacao 3.4.
Ao analisar a Equacao 3.4, observa-se que quanto menor a média do valor da medida de
ganho de informacao dos atributos que compdéem o antecedente da regra, maior sera o

valor de SurpAfr e mais surpreendente para o usuario sera a regra, segundo este crilério.

Info(C) =Y P(C;) logP(C) (3.1)
i=1
m ke
InfolCl1AY D PLAR= D PO Ag) log P(CH1Au)) (3.2)

[ il
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Ganholnfo(A,) — fufo(C) - [nfolC4;) (3.3}

Falr
SurpAtr — 1/{ Z Garnholnfo(A,)] #atr) (3.4)

i—1
3.3.2 Selecdo de Regras ndo Redundantes

Como apresentado anteriormente, um problema dos algoritmos de extragéo de padroes é
a grande quantidade de padroes descobertos, Diversos trabalhos tém mostrado que muitos
desses padrées sao redundantes, ja que muitos dos padroes podem ser derivados de outros
{Padmanabhan & Tuzhilin 2000).

Nao ¢ uma boa técnica simplesmente fornecer um subconjunto arbitrario das regras
descobertas para o usuario quando o namero de regras geradas ¢ muito grande. Isso advém
do fato de que, dessa maneira, muitas regras possivelmente interessantes poderdo ser
descartadas. Assim, Lécnicas mais elaboradas para poda dessas regras redundanites tém
sido propostas no sentido de reduzir o conjunto de regras ¢ lornecer ao usuario somente
aquelas realmente significativas.

Uma dessas técnicas para poda de regras pode ser encontrada em (Liu, Hsu, & Ma
1999). Esse trabalho € voltado ao tratamento de regras de associa¢do, pois normalmente
algoritmos para extracdo de regras de associacao geram grandes conjuntos com muitas
regras redundantes.

Essa técnica € composta por duas etapas. A primeira executa uma poda nas regras
de associacao descobertas para remover os padroes irrelevantes. Entrelanto, o conjunto
de regras resultantes dessa primeira etapa ainda pode ser grande, sendo necessaria a
execucdo de uma segunda ctapa da técnica para uma reducgao ainda maior no numero de
regras. Nessa segunda etapa, essc conjunto é analisado com o intuito de encontrar um
subconjunto especial de regras, formando um sumario das regras encontradas, chamado
conjunto DS (Direction Setting) (Liu, Hsu, Ma, & Chen 1999; Liu, Hsu, & Ma 1999).

O conjunto de regras )5 fornece um sumario do comportamento das regras de asso-
ciagao descobertas, representando os relacionamentos principais do dominio. O conjunto
das regras que nao pertencem ao conjunto 5, as regras nao-1)5, simplesmente fornecem
detalhes adicionais que podem nao ser importantes para o usuario.

Diversos experimentos mostraram que esse conjunto de regras 05 € normalmente um

conjunto bastante reduzido, permitindo que humanos possam analisa-lo manualmente e
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assim focar seu interesse nas regras interessantes, de acordo com seu conhecimento (Ma,
Liu, & Wong 2000). £ importantc ressaltar que essa téenica nao identifica os padroes inte-
ressantes, ela apenas gera um conjunto reduzido de regras nao redundantes ¢ sumarizadas
que pode ser mais facilmente analisado pelo usuario.

Em (Ma, Liu, & Wong 2000) ¢ apresentada uma ferramenta que faz a utilizacao da
sumariza¢ao de regras de associacao em regras )5 para auxiliar os usuarios na andlise de
conjuntos de regras de associacao. Esta ferramenta foi chamada de DS-WEB. Na anélise
de um conjunto de regras, a ferramenta faz a selecao das regras nao redundantes e as
organiza em uma estrutura hierarquica visando possibilitar ao usuario a navegacao pclo
conjunto de regras. Esta estrutura € entao publicada por um conjunto de paginas WWw
para facilitar o acesso ao conjunto de regras e o trabalho colaborativo entre os diversos

usuarios do ambiente.

3.3.3 Medidas Derivadas da Tabela de Contfingéncia

Normalmente. em tarefas de classificacdo, a principal medida utilizada para avaliacdo do
conhecimento é a precisdao. Entretanto, quando o namero de regras encontradas € muito
grande, novas medidas para avaliacao desse conhecimento sao necessarias. Essas medidas
tém como objetivo auxiliar a filtragem ¢ ordenacao desse grande conjunto de regras.

Em (Lavrac, Flach, & Zupan 19899) € apresentado um conjunto de medidas para avali-
acao de conhecimento. Essas medidas de avaliacao ndo estdo restritas ao conhecimento
extraido por algoritmos de classificacao. podendo ser aplicadas a qualquer conjunto de re-

gras no formato i/ < complero > then < complero >, ou mais simplesmente 3 — //, em que

Body ou 13 Head ou H
[T pode possuir condi¢oes sobre mais que um atributo do conjunto de dados. Além disso,

cssas medidas sdo geradas a partir da tabela de contingéncia, representada na Tabela 3.1.

A definicao dos clementos da tabela de contingéncia de uma regra R a partir de um
conjunto de n exemplos € dada como segue. Na Tabela 3.1, b corresponde ao numero de
exemplos em que o corpo da regra B é verdadeiro e # o niimero de exemplos em que B €
verdadeiro, isto é, em que 13 € falso. Da mesma maneira, h e /i correspondem ao nuimero de
exemplos em que a cabeca da regra I/ € verdadeira e falsa, respectivamente. b/ representa
o numero dc exemplos em que ambos /3 e // sao verdadeiros. Similarmente, sdo definidos
b, bh e bh (Prati, Baranauskas, & Monard 2001a).

A tabela de contingéncia também pode ser representada utilizando frequiéncias relativas.
ern que os valores contidos na tabela sao divididos pelo numero total de exemplos, obtendo

as frequiéncias relativas f, = *. Para o calculo das medidas apresentadas em (Lavrac, Fla-
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ch. & Zupan 1999), a freqiiéncia relativa do evento « ¢ utilizada como uma estimativa para
a probabilidade P{.x). A tabela de contingéncia com freqiiéncias relativas esta representada

na Tabela 3.2.

iH|iH .
B bh ' bh b
B boh | b | b
| h|n

Tabela 3.1: Tabela de Contingéncia

T T
t’i_ S Ul i S
i3

B S dm

Tabela 3.2: Tabela de Contlingéncia com Frequéncias Relativas

Algumas medidas derivadas da tabela de contingéncia sao (Lavrac, Flach, & Zupan 1999,

Prati, Baranauskas. & Monard 2001a):

Precisao Medida que indica o grau de confiabilidade da regra. Quanto maior seu valor,
mais precisa sera a regra.
I)(L;II} _ ,fbh

Acc = PU|B) = —— 2
o= PUINB) = =5 = 7

(3.5)

Erro Medida definida como 1 — 4c¢c. Quanto maior seu valor, menos precisa sera a regra.

Err= P(H|B) = ")‘;"' (3.6)

th

Confianca Negativa Medida correspondente a precisao, mas para os exemplos que nao

sao cobertos pela regra,

PB) _ Jg

NegRel = PUIT B) = - PO ;
' ol 15

(3.7)

Sensitividade Medida que corresponde ao numero relativo de exemplos cobertos pela re

gra em que a condicao H € verdade.

P(BID  fu
P(i) I

Sens = P(B| H) = (3.8)



Especificidade Medida correspondentc & Sensitividade, mas para os exemplos que nao

sao cobertos pela regra.

smw;m3|ﬁy:7%ﬁy:*;' (3.9)
AL I

Cobertura Medida do numero relativo de exemplos cobertos pela regra.

Cov = P(B) — f, (3.10)

Suporte Medida do numero relativo de exemplos cobertos corretamente pela regra.

Sup — P(BII) = fu (3.11)

Novidade Mcdida que quantifica a correlacao estatistica entre &3 e /7. Pode-se demonstrar
que —0.25 < Nov < 0,25, Quanto maior o valor de Nov, maior € a correlacdo entre B e
I{. Quanto menor seu valor. maior é a correlacao entre 13 e /7. S¢ Nov = (), entdo 3 ¢

I{ sdo variareis estatisticamente independentes.

Nov = P(BIT) ~ PUIP(B} = fu — fnf (3.12)

Satisfacao Medida que indica o aumento relativo na precisdo entre a regra 3 — verdade e

aregra I3 — Il.

— — . fin

ST - POT B fr - LE

St = PUD = PULTBY 5 = 7 (3.13)
P /5

Precisao Relativa Medida relativa que indica o ganho dc precisido em relacao a regra

verdade -~ H pela consideragdo da condicao 5.

RAce = P(H|B)— P(I{) = f—bli - fu (3.14)

f b

Confianca Negativa Relativa Medida correspondente a Precisao Relativa para os exem-

plos que nao sao cobertos pela regra.

RNegRel = P(I13) - POy f’—’j’

-, (3.15)

S
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Sensitividade Relativa Medida que mede o ganho de scnsitividade obtido em relacao a

sensitividade de uma regra 3 — verdade.

RSens — PUB|L) - PB) = ! ’,‘f"’ /i (3.16)
S

Especificidade Relativa Medida correspondernte a Sensitividade Relativa para os exem-

plos que nao sao coberlos pela regra.

RSpee = P(BH) - P(B) = //’—' - J5 (3.17)
n

Com objetivo de garantir um balanceamento entre generalidade e relatividade para as
regra, foi proposta em (Lavrac, Flach, & Zupan 1999) a atribuicao de um peso para as

medidas relativas, obtendo-se as medidas relativas ponderadas.
Precisao Relativa Ponderada

WRAc = P(B)(P(H|B) - P(H)) = _f,)('% - fh,) (3.18)

Confianca Negativa Relativa Ponderada

WRNegRel = P(BYP(TT By — P(TT)) — /,—(-/;——’ - ,—) (3.19)
4 :

Sensitividade Relativa Ponderada

W RSens = P(HWP(BIT) — P(13) = ./';,.(-"j.’ﬁ - .I'{,) (3.20)

h

Especificidade Relativa Ponderada

W RSpee = PUNPIB Y - (D)) = fﬂ('ff’f" _/'5) (3.21)
'

Um aspecto importante sobre as medidas relativas (Equacéoes 3.14, 3.15. 3.16 ¢ 3.17) ¢
que elas trazem mais informacao sobre a utilidade de uma regra do que suas respectlivas
medidas absolutas (Equacoes 3.5, 3.7, 3.8 e 3.9). Por cxcmplo, se a precisao de uma regra
é menor que a {requéncia relativa da classe que ela prediz, entdo a regra nao tem um

desempenho muito bomn, independente de sua precisao absoluta.
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No entanto. é fdacil obter uma alta precisao relativa para regras muito especificas. Para
solucionar esse problema, sao propostas as medidas relativas ponderadas (Equagoes 3.18,
3.19, 3.20 e 3.21). Em (Lavrac, Flach. & Zupan 1999} ¢ demonsirado que as medidas
relativas ponderadas ¢ a medida Novidade (Equacao 3.12) sao equivalentes.

Uma biblioteca de ferramentas para célculo das inlormacodes referentes a tabela de con-
lingéncia de cada regra de um conjunto de regras de classificacao [oi proposta e implemen-
tada por Prati, Baranauskas, & Monard (2001a}. A partir dessas informacdes, o calculo de
muitas medidas de avaliaciio, incluindo as propostas em (Lavrac, Flach, & Zupan 1999),

pode ser facilmente realizado.

3.3.4 Medida RI (Rule-Interest)

A medida R/ (Rule-Interest). proposta em (Piatetsky-Shapiro 1991), é usada para quan-
tificar a correlagao entre a cabeca ¢ o corpo de regras do tipo B - H.

A medida %/ é dada pela Equacao 3.22. Nesta equacao. » € o namero total de exemplos,
‘13| e |/1]| representam o numecro de exemplos que satisfazem as condigoes I3 ¢ I/, respecti-
vamente. ¢ [B 1 H| represenia o naumero de exemplos em que I3 e /{ sao salisfeilos. O valor
de '—”%1’* corresponde ao numero de exemplos esperado se /3 e // fossem variaveis estatis-
ticamente indcependentes. O valor desta medida também pode ser obtido utilizando-se os

valores da labela de contingéncia, como pode ser observado na Equacao 3.22.

P nlhn

i

RE =B — PBIN

B\
L'I[ I “u(P(BIN - POBYPUD)) = ulfon fofn) (3.22)

Se R/ = 0, entao /{ ¢ 1} sao independentes ¢ a regra nao € considerada interessante.
Quando R/ > (0. H é positivamente correlacionado com 73, ou seja, a probabilidade de 1/
ocorrer aumenta quando a condigdo B é considerada. Quando [t/ < 0, Hl € negativamente
correlacionado com B, ou seja. a probabilidade de I/ ocorrer diminui quando a condicao 13
¢ considerada. Quanto maior o valor absoluto de 17/, mais intercssante sera a regra.

E importante observar que a medida Novidade, descrita na Secao 3.3.3, ¢ equivalente a

medida {£2/.

3.4 Aspectos Subjetivos para Avaliagcdo de Regras

Medidas objelivas nao consideram fatores espcecificos do dominio ¢ do usuario e. dessa

maneira, muitas regras que possivelmente nao sao de interesse para o usudrio ainda sao
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apresentadas pela utilizacao desses tipos de medidas na filtragem de regras. Apesar de
uteis. essas medidas objetivas nao sao suficientes para solucionar o problema da interes-
sabilidade de regras do processo de [Extra¢ao de Conhecimento de Bases de Dados.

Medidas subjetivas de interessabilidade tém sido desenvolvidas com o objetivo de selecio-
nar entre o conjunto de regras aqucelas que sdo realmente interessantes para o usuario (Sil-
berschatz & Tuzhilin 1996; Klemettinen, Mannila, & Toivonen 1996; Klemettinen, Mannila,
Ronkainen. Toivonen, & Verkamo 1994:; Piatetsky-Shapiro & Matheus 1994; Piatetsky-
Shapiro 1991), Essas medidas subjetivas nao consideram somente a cstrutura de uma
regra ou os dados utilizados no processo de descoberta, mas também o conhiecimento que
0 usuario possui e seu interesse no momento da andlise dos padroes.

Nesta secao sao apresentadas algumas medidas subjetivas para selecao ¢ ordenacao de

regras interessantes.

3.4.1 Sistema de Crencas

Em (Silberschatz & Tuzhilin 1996; Silberschatz & Tuzhilin 1995) € proposto o uso de um
sistema de crengas (beliefs) para identificar o grau de interessabilidade de um conhecimen-
to. Crengas sdo definidas como {ormulas de predicados arbitrarios expressos em logica de
primeira ordem. Nos artigos, sdo definidos dois tipos de crencas: Hard e Soft.

Crencas Soft representam concceitos que o usuario acredita serem verdadeiros com al-
gum grau de certeza. Caso o usuario encontre novos padroes que preveéem uma nova
evidéncia. crencas desse tipo podem ser alteradas ou podem ler seus graus de certeza al-
terados. O grau de certeza/confianca do usudrio em scu conceito ¢ chamado de grau de
confidéncia da crenca Soft.

Ja as crencas [ard representam conhecimentos rigidos e fixos sobre os quais o usudrio
nao possui duvidas. Essas crencgas ndao podem ser alteradas, mesmo que seja encontrada
uma nova evidéncia que a contrarie. Se uma evidéncia contradiz uma crenga do tipo Hard,
deve ter ocorrido algum erro no processo de coleta dos dados que produziram a evidéncia.
Para uma crenca Hard nao € associado nenhum grau de confidéncia, pois ela representa
um conhecimento fixo, rigido que nao pode ser alterado. E importante ressaltar que as
crencas Soft ¢ Hard sao subjetivas e podem variar de usuario para usuario.

Um padrao é considerado interessante em um sistema de crencas se ele afeta esse siste-
ma. Além disso, quanto mais o padrao afeta o sistema, maior seu grau de interessabilidade.
Nessa avaliacao da interessabilidade sao identificadas duas razoes pelas quais um padrao

pode ser interessante para o usuario:



Inesperabilidade Se um padrao é inesperado para o usuadrio. entio ele é interessante. Os

padroes inesperados contradizem a cxpectativa ou creng¢a do usuario.

Utilidade Um padrao € interessanile para o usuario se ele pode obter algum beneficio ao

utiliza-lo.

Segundo Silberschatz & Tuzhilin (1996}, esses dois lipos de interessabilidade sao inde-
pendentes entre si. Apesar disso, € discutido que a maioria dos padroes sao inesperados e
uteis ao mesmo tempo e que, além disso, o conjunto dos padroes inesperados ¢ uma boa
aproximacao do conjunto dos tteis e vice-versa. Somando-se a isso o fato de que a medida
de utilidade de um padrao nao pode ser facilmente calculada, foi proposta a utilizacao da
medida de inesperabilidade de um padrao como forma de prever sua interessabilidade.

Uma das maneiras apontadas para a identiflicacao do grau de Inesperabilidade de um pa-
drdo ¢ pela utilizacao da teoria Bayesiana. Essa abordagem assume que se pode acreditar
cm algo de maneira parcial, ou seja, ¢ associado um grau, medida ou fator de confidéncia a
crenca, como especificado anteriormente. Esse fator de confidéncia da crenca é associado a
probabilidade condicional que a crenca possui dada uma cvidéncia prévia (o conhecimento
prévio do usuario). Dessa mareira, pode ser calculado o grau em que uma crenca é afctada
dado um novo padrao descoberto a partir dos dados.

Ao sc descobrir um padrao ¢ realizar a avaliacio de quanto ele afeta o sistema de crencas,
algumas agdes podem ser realizadas com relagao as crengas e aos dados de onde o padrao
foi extraido.

No caso de uma crenga Hard, se um padrao a contradiz. entiao esse padrao sempre ¢
interessante para o usuario. Porém. essa contradicao nao implica que alteracdes devem ser
feitas na crenca. Isso indica que deve existir algum erro no processo de coleta do conjunto
de dados do qual o padrao foi obtido, devendo-se entao checar tal processo para tentar
identificar e corrigir a falha.

Caso um padrao contrarie uma crenc¢a Soft. os dados devem ser checados. Nessc caso,
a realizacdao de alguma acao com relacao a crenca depende do resultado da analise dos

dados.
3.4.2 Modelos de Regras

Modelos de Regras (Rule Templates) foram propostos por Klemettinen, Mannila, Ronkai-
nen, Toivonen, & Verkamo (1994) como uma abordagem subjeliva para selecdo de regras

interessantes para o usuario. Modclos de Regras também foram abordados nos trabalhos
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(Klemettinen, Mannila, & Toivonen 1996: Klemettinen, Mannila, & Toivonen 1997). Esses
trabalhos foram voltados para a selecao de regras de associacao devido ao fato de que al-
goritmos para geracdo dessas regras normalmente extraem um conjunto muito grande de
regras. Apesar disso, csses modclos também podem scr aplicados a regras de classificacao.

Nesses trabalhos € proposto que parte do problema de se fornecer regras interessantes
pode ser resolvido pela possibilidade do usuario fornecer classes de regras interessantes e
nao interessantes, que sao especificadas através dos Modelos de Regras. Esses modelos es-
pecificam quais atributos devem e quais nao devem aparecer no antecedente e conseqiiente
da regra, de forma a sclecionar possiveis regras intcressantes € excluir as que nao interes-
sam ao usuario.

Um Modelo de Regra € uma expressao na forma A, ... 4; — Ay, ..., 4, em que cada A,
representa o nome de um atributo ou o nome de uma classe de atributos, ou mesmo uma
expressao C'* ou (*, Nas expressdes (1 e (*, (" representa o nome de uma classe de atri-
butos, ¢ ¥ ou * correspondem a um ou mais, zero ou mais, respectivamente, instancia¢oes
de clementos da classe (. Uma regra 3)..... 13, + Byyy,.... 83, “casa” com um Modelo de
Regra A sc ela pode ser considerada uma instanciagao de A.

Modelos de Regras podem ser seletivos ou restritivos. Em um ambiente que uliliza
essa abordagem para selecao de regras, o usudario pode fornecer um conjunto de modelos
seletivos e um conjunto de modelos restritivos. No conjunto de modelos seletivos, o usuario
deve especificar o seu foco de interesse, isto ¢, os tipos de regras nas quais possui interesse.
No conjunto restritivo, o usuario deve especificar tipos de regras nas quais clc nao possui
qualquer interesse. Para que uma regra seja considerada interessante e apresentada ao
usudrio, ela deve “casar” com pelo menos um dos modelos do conjunto seletivo € nao

“casar” com nenhum dos modelos do conjunto restritivo.

3.4.3 Aplicativo AIAS

Em (Liu, Hsu, Chen, & Ma 2000; Liu. Hsu, Ma. & Chen 1999) € apresentado o apli-
cativo Assaociation Interestingness Analysis System (AIAS) que visa auxiliar os usuarios na
identificacdo das regras interessantes a partir de um conjunto de regras de associacao pela
utilizacao de medidas subjectivas. De acordo com a técnica utilizada no aplicativo para o
Pés-processamento das regras de associa¢do, primeiramente, o AIAS solicita que o usuario
cspecifique scu conhecimento sobre o dominio ou seu foco de interesse atual. O aplicativo

entao utiliza esse conhecimento para analisar o conjunto de regras de acordo com virios
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critérios de interesse. Entio, elas sdo apresentadas ao usuario por uma ferramenta de
visualizag¢dao que permite identificar visualmente as regras mais interessantes.

Desta maneira, os trés componentes principais da ferramenta AIAS, bem como as pos-
siveis linguagens de representacao que podern ser utilizadas pelos usuarios e os tipos de

analises que podem ser feitas, sao apresentados em mais detalhes a seguir.

A linguagem de especificacao O AIAS possui uma linguagem de especificacdo simples
gue permite ao usuario expressar seu conhecimento em diferentes graus de precisao.
Essas linguagens sao: Impressoes Gerais, Conhecimentos Imprecisos e Conhecimen-
tos Precisos. Os primeiros dois tipos representam conhecimentos que o usuario supoe
ser verdadeiro. enquanto que o 1ltimo tipo representa seu conhecimento preciso so-
bre o dominio (Liu, Hsu, Chen, & Ma 2000). Estas linguagens de especificacao sao

apresentadas a seguir.

Impressdes Gerais (/G) As Impressdes Gerais possibilitam aos especialistas informa-
rem de maneira bastante simples conjuntos de atributos entre os quais acreditam

que exista alguma relagdo. Uma /G € uma expressao na forma:
1G(< 81,8, ....5, >) [suporte, confidéncial
em que:

e Cada §; representa um item da base de dados, uma classe ou conjunto de
itens. ou uma expressdo na forma C'* e (", em que (' representa uma classe

“*

ou conjunto de itens e (** ¢ (" representam uma ou mais, Zero ou mais,

instanciacoes de algum elemento de (7. respectivamente;

e Uma regra aj.....q, > by,...0p esta em conforme com uma /' se o). ...q,.
by.....b. pode ser considerada uma instanciacao de < 5. 84.....5,, >
e O suporte ¢ a confidéncia sao opcionais. O usuario pode especificar suporte

¢ conlidéncia minimos para que as regras scjam apresentadas no resultado.

Conhecimentos Imprecisos (C'/) O conhecimento impreciso possibilita informar um
conhecimento que o especialista supde ser verdadeiro. Um '/ ¢ uma expressao

na forma:
CI{< 8105208, - Vi Ve L0V, >) [suporte. confidéncial

em que:

¢ Cada 5; ou V; sao equivalentes aos elementos S, de uma /¢,
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e Uma regra aj.....a, — by,.... b, esta em conforme com um ('/ se ela pode scr
considerada uma instanciacao do ('/;
e O suporte e a confidéncia sdo opcionais, como na especificacio das Impres-

soes (Gerais.

Conhecimentos Precisos (('/’) Deve ser especificado um (42 quando o usuario sabe

da existéncia de uma associacao na base dc dados. ('Ps sdao expressos na forma:
CPL< S Sy S0 — ViV, ) [suporte, confidéncial

em que:

e Cada S; ou ¥V, € um item da base de dados:

e Uma regra ay.....qa, - by, ... b [suporte, confidéncial é equivalente a um C'F sc¢ a
regra € equivalente a 5,.5,. ... S, — V.15, ... 1,. Uma regra esta em conforme
ou é inesperada com relacdo a um ('’ dependendo do valor do suporte e da
confidéncia;

e O suporte e a confidéncia sao obrigatdérios.

Analisando o conjunto de regras No processo de avaliacado das regras. o aplicativo AIAS
realiza as andlises de Identiflicacio de Conformidade, Consequiente Inesperado. Ante-
cedente Inesperado, e Antecedente e Consequente Inesperados, apresentadas a seguir

(Liu, Hsu, Ma, & Chen 1999):

Identificacdo de Conformidade Uma regra estd em conformidade com o conheci-
mento fornecido se o antecedente e o consequiente da regra “casam”™ com um
subconjunto do conhecimento fornccido. Este tipo de analise pode ser utilizado
para verificar quais regras estao totalmente ou parcialmente em conformidade

com o conhecimento fornecido pelo usuario.

Conseqiiente Inesperado Ncesic tipo de andlisc, sdo apresentadas as regras em que
o antecedente “casa” com um subconjunto do conhecimento fornecido pclo usua-
rio, mas o consequiente nao. Nesse critério, sao apresentadas as regras quc sao

contrarias ao conhecimento do usuario.

Antecedente Inesperado Sac apresentadas as regras cujo consequente “casa” com
algum subconjunto do conhecimento fornecido, mas o antecedente nao. Nesse
critério, é mostrado ao usuario condi¢oes nao previstas por cle que podem levar

a uma determinada condicdo no consequente da regra.

39



Antecedente e Conseqiiente Inesperados Neslc tipo de andlise, sao identificadas as
regras em que ambos o antecedente ¢ conseqiiente nao “casam” com nenhum
subconjunto do conhecimento fornecido pelo usuario. Nesle critério, sao apre-

sentadas regras cujo antecedente e consequiente sao desconhecidos pelo usuario.

Componente de Visualizacdo Apos os conjuntos de regras terem sido analisados, as re-
gras sao apresentadas em uma ferramenta de visualizacao que visa facilitar a identi-

ficacdo das regras mais intercssantes ao usudrio (Liu. Hsu, Ma, & Chen 1999).

Deve-se observar que a téenica utilizada na ferramenta AIAS ¢ iterativa c interativa. de
maneira que apos ter visualizado o resultado da andlise na ferramenta de visualizacao, é
permitido ao usuario adicionar conhecimentos ou revisar o conhecimento fornecido previa

mente para entao realizar uma nova analise.

3.5 Sumario das Medidas Apresenfadas

Nestla secao, € apresentado um sumario das medidas de avaliacao de regras apresenta-
das nas secdes anteriores. Essas medida sao classificadas de acordo com dois critérios,
como pode ser observado na Tabela 3.3. A coluna Problema apresenta o tipo de problema
tratado pelas regras utilizadas por cada medida e a coluna Tipo indica se a medida é ob-

jetiva ou subjetiva. A coluna Referéncia cita uma publicacio relevanie em gue a medida é

especificada.
I Trabalho ' Problema l Tipo ! Referéncia ) _—|
[ Sl;lrpresa dos Pequenos | Classiticacado | Objetiva (Freitas 1998b) O
i Disjuntos
Surpresa dos Atributos | Classificacdo ~ Objetiva (Freitas 1998h) ]

Individuais das Regras

Selecao de Regras Associa(:éo bbjeti{’a . (Liu, Hsu. & Ma 1999)
nao Redundantes |

Medidas Derivadas da Classificacao OI)_j@ti\)a {Lavrac, Flach, & Zupan 1999)

Tabela de Contingéncia Assoviacao
Medida R/ Classificacao Objetiva {Piatetsky-Shapiro 197971) o
Aplicativo AIAS Associagao Subijetiva (Liu, Hsu. Chen, & Ma 2000)
Sistema dc Crencas C]as;-itieacﬁb Subjefiva (Silberschatz & Tuzhilin 1996)

Associacao

Modclos de Regras Associacao Sut;jctiva (Klemettinen, Mannila, & Toivonen 1997) ‘

Tabela 3.3: Classificacao das Mcedidas de Avaliacao de Conhecimento

Pode-se observar na Tabela 3.3 que tanto para os tipos de medidas objetivas quanto para

as subjctivas existem medidas para tratamento de regras de classificacao e de associacao.
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Entretanto, caso alguma medida adequada para somerite um tipo de regra tenha alguma
caracteristica interessante, esta possivelmente pode ser modificada para adequar-se tam-
bém para um outro tipo de regra. Pode ser obscrvado também na tabela que nao foram
apresentadas medidas para tratamento de regras de regressao. Isto pode ser contornado
pela adequacao de alguma dessas medidas para permitir o tratamento deste tipo de regra

(Pugliesi, Dosualdo, & Rezende 2003).

3.6 Consideracoes Finais

Em diversas alividades do processo de Extracao de Conhecimento de Bases de Dados, a
quantidade de padrdes extraidos pode ser bastante grande. Esse volume pode sobrecarre-
gar o usuario, dificultando a tarefa de identificacdo do conhecimento interessante. Dessa
maneira, diversos trabalhos 1ém sido desenvolvidos no sentido de auxiliar 0o usuario na
identificacao ¢ interpretacao do conhecimento interessante.

A interessabilidade de um padrao se refere ao grau de interesse que o usudrio possui
sobre o mesmo. Na tentativa de determinar o grau de interesse de um padrao para o usua-
rio, diversas medidas de avaliacdo de padroes foram apresentadas. Essas medidas podem
ser objetivas. quando dependem somente dos dados e da estrutura do padrao, ou subjeti-
vas, quando consideram também aspectos relacionados ao conhecimento do usuario para
identificar os padroes interessantes. Para que se possa fazer uma avaliagao de interessabi-
lidacdle realmente valida, diversos tipos de medidas devem estar disponiveis para o usuario.
A utilizacdo conjunta de medidas objetivas e subjetivas pode permitir que o conjunto dos
padroes a ser analisado manualmente pelo usuario seja bastante reduzido.

Assim, a utilizacao das medidas objetivas e subjetivas em um Ambicnte para Exploracao
de Regras pode representar um excelente auxilio na identificagao das regras interessantes.
As medidas objctivas podem ser utilizadas para filtrar o conjunto inicial de regras a ser
analisado ¢ as medidas subjetivas podem ser utlilizadas para permitir aos usuadrios focarem
seu interesse em um pequeno conjunto de regras. Nesse sentido, no proximo capitulo €
apreseniado o Ambiente para Descoberta de Conhecimento Discover, alguns requisitos
importantes de um Ambiente para Exploracdo de Regras, assim como € apresentado de

maneira geral o Ambiente RulEE a ser integrado ao Discover.
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Capitulo 4

Ambiente para Exploracdo de Regras

4.1 Consideracées Iniciais

Por ser um ramo de pesquisa relativamente recente e complexo, existem poucas ferra-
mentas quc suportam o processo de Extracao de Conhecimento de Bases de Dados como
um todo, isto €, que automatizam o processo do inicio ao im ¢ que¢ possuam uma vari-
edade de técnicas disponiveis para utilizacao em cada uma de suas etapas. Esse fato é
agravado pela utilizacao. por parte das ferramentas, de algoritmos proprietarios. limitando
ainda mais o trabalho dos pesquisadores. Dessa maneira. € comum aos pesquisadores
desenvolverem aplicativos que os auxiliem na realizacao de seus experimentos cientificos.

Dessa maneira, os pesquisadores do Laboratorio de Inteligéncia Computacional (LABIC)
do Instituto dc Ciéncias Matcmaticas e de Compulacdo (ICMC) da USP/Sao Carlos que
trabalham com Aprendizado de Maquina e Mineracao de Dados sentiram-se motivados em
desenvolver um ambiente que integre um conjunto de ferramentas para apoiar o processo
de Extracdo de Conhecimento de Dados e Textos como um todo. abrangendo os diversos
trabalhos que vém sendo desenvolvidos no laboratorio, a fim de satisfazer suas necessida-
des relativas as pesquisas recferentes ao processo. Este ambiente foi intitulado Discover ¢
tem comno objelivo dar suporte as fases do processo de Extracao de Conhecimento. desde o
Pré-processamento dos dados até o Pos-processamento do Conhecimento.

Recentemente, tem surgido a necessidade do desenvolvimento de um ambiente que per-
mita o Pos-processamento em um ambiente colaborative para auxiliar os usuarios do pro-
cesso de Extracao de Conhecimento na compreenséo. identilicagao do conhecimento inte-
ressante, além de possibilitar o acesso remoto a esse conhecimento. Nesse sentido, este

capitulo fornece uma breve descricao de um Ambiente para Exploracao de Regras, {focando
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em seus principais requisitos, bem como apresenta o Ambiente Discover ao qual o Ambi-

ente para Exploracao de Regras deve cstar integrado.

4.2 O Ambienfe Discover

Com o objetivo de forneccr um ambiente integrado para apoiar as etapas do processo
de Extracao de Conhecimento de Dados e Textos, foi proposio o Ambiente Discover (Bara-
nauskas & Balista 2000). Ncsse ambiente sao utilizados algoritmos de AM implementados
pela comunidade, bem como maédulos com finalidadcs especificas desenvolvidos pelos pes-
quisadores do LABIC. Entre as funcionalidades desses médulos estao: Pré-processamento
de dados, Pré-processamento de lextos e Pos-processamento de conhecimento.

Como ilustrado na Figura 4.1, o Ambiente Discover ¢ capaz de acessar os dados na
forma atributo-valor ou no formalo texto, devendo conseqiicntemente cstar disponivel um
conjunto de métodos para Pré-processamento de dados e de textos. Caso a quantidade de
dados exceda a capacidade dos algoritmos de extracao de padroes, amostras representali-
vas devem ser geradas para serem fornecidas aos algoritmos. Os resultados dos algoritmos
de exlracao de padroes ou modelos podem ser avaliados através de diversas medidas. entre

elas precisao, compreensibilidade e interessabilidade.

rs K ,
S = RS ( R G
\ c' c, .
* Regmas :
(e P

ARS0CIGA0

[ Algortm s de Extragdo de Padries ou Modelos ]
Amostras :

{ |

I Dados Fré-prosessados T

L( MEtodos de Pre-precescamento Metodos de
23 Feg-processament o de Textos
'y

w2 _Edow

Base de Dados Base de Textos

Figura 4.1: Estrutura do Ambiente Discover

Como apresentado anteriormente, o Ambiente Discover integra trabalhos dos diversos

membros do LABIC. Isto ¢ feito principalmente através da padronizacao do desenvolvimen-
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to dos diversos trabalhos de forma que os componentes desenvolvidos por um pesquisador
possam ser reutilizados por outros que necessitem de sua funcionalidade nas pesquisas
ou experimentos, Assim, um ponto crucial ¢ que o projeto do Ambiente Discover seja sufi-
cientemente rigido para garantir a integracao dos trabalhos desenvolvidos, mas simultanc-
amente seja flexivel para permitir que novas pesquisas. projetos e algoritmos que venham
a ser desenvolvidos pelos membros do LABIC ou por outros pesquisadores do processo de
IExtracao de Conhecimento também possam ser integrados ao ambiente.

A principio, o Discover consistia apenas de um repositorio de scripts, os quais seriam
considerados apenas como pequenos programas para realizar tarefas atomicas. Entretan-
to, surgiu a proposta de se criar um ambiente integrado com uma interface grafica bem
definida que auxilie. visualmente, a composicao do processo de Extra¢ao de Conhecimento
(Geromini 2002). Desta maneira, a interface deve permitir que o pesquisador “montc” o
processo de Extracao de Conhecimento atraves de componentes visuais e da configuragao
dos atributos dos mesmos.

O Ambiente Discover pode ser entendido como um conjunto de métodos que sao apli-
cados sobre dados e lextos ou sobre o conhecimento extraido a parlir dos mesmos. Dessa
forma, € muito importante que o ambiente ofereca facilidades para manipular dados e co-
nhecimento. Isto € obtido pela utilizacao de sintaxes padrao para a representaciao de dados
e conhecimento, e por componentes que oferecam um conjunto de funcionalidades basi-
cas para manipulacao de dados e conhecimento. Atualmente, existem definidas sintaxes
padrao para representacao de dados (Balista 2001: Prati, Baranauskas, & Monard 200 1a]},
de regras de classificacdo (Baranauskas 2001; Prati, Baranauskas, & Monard 2001b), re-
gras de regressao (Pugliesi, Dosualdo. & Rezende 2003) e regras de associacao (Melanda &
Rezende 2003), além de bibliotecas para manipulacao e conversao dessas sintaxes padrao.
Essas sintaxes padrao estao detalhadas respectivamente nas Segoes 4.2.1, 4.2.2, 4.2 3 ¢
4.2.4.

Através de interfaces bem definidas entre os modulos ¢ procedimentos para conversao de
dados e de conhecimento para as sintaxes padrao, sao utilizados no Discover os algoritmos
ja descenvolvidos, testados e consolidados pela comunidade cientifica, evitando assim sua
reimplementacio ¢ garantindo maior confiabilidade aos experimenios realizados. O LABIC
dispoe de diversos sistemas computacionais que implementam alguns dos métodos mais
conhecidos e utilizados para extragao de conhecimento, sendo necessdria a criagio das

interfaces que permitem a utilizacdao desses sistemas de forma combinada.
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Dessa maneira, pela integracao dos diversos trabalhos que vem sendo desenvolvidos e
utilizacao dos mais diversos algoritmos. espera-se obter um ganho de produtividade dos
pesquisadores através da reducio da repetitividade em seus trabalhos e maior facilidade

para realizacao de experimentos.

4.2.1 Sintaxe Padrao para Representacao de Dados

A sintaxc padrao para representacio de dados foi definida em (Batista 2001} como sendo
uma extensao do formato utilizado como entrada do algoritmo C4.5. Esta extensao foi
realizada para adequar o formato dos arquivos de dados para as necessidades do Ambienite
Discover.

Um conjunto de exemplos na sintaxe padrao para representaciao de dados deve apre-
sentar dois arquivos. Os nomes dos atributos do conjunto de dados, assim como seus
respectivos dominios. devem cstar cspecificados em um arquivo .names. Os valores dos
atributos para os exemplos devem estar contidos em um arquivo .data. Esses dois arqui-
vos devem possuir o mesmo nome, se diferenciando somente pela extensao.

Na Figura 4.2 é apresentado um exemplo de arquivo .names. Nesse arquivo, a primeira
linha apresenta o nome do atributo correspondente ao atributo classe, caso ele exista. Na
Figura 4.3 € apresentado um exemplo de arquivo .data correspondente ao arquivo .names

apresentado na Figura 4.2.

loan_predict.

loan_amount: real.

1oan_durat10n: integer.

loan_payments: real.

aceount frequensv: nominal (veekly,monthly, aftertransaction) .
account_months before loan: integer.

client_age: real.

client sex: nominal (M, F).

disposition type: nominal (OUNER, DISPONENT) .

credit _card_type: nowinal (classie, Junior, gold) .

credit_card rwonths before loan: integer.
district region: nominal (westBohemia,eastBohkemia, ..., northBohemial .
loan predict: nominal (GOOD,BAD) .

Figura 4.2: Exemplo de Arquivo names na Sintaxe Padrao

Uma biblioteca. chamada de Dataset, foi implementada para manipulagdo de conjunto
de dados na sintaxe padrao. Esta biblioteca apresenta métodos para conversao de dados
na sintaxe padrao para os formatos de entrada dos algoritmos C4.5, C4.5rules. C5.0, Cu-
bist. CN2, Newid., RT. RETIS, CART. WEKA. SNNS e SVMTorch (Batista 2001; Pugliesi.
Dosualdo, & Rezende 2003).
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1z7080,60,2118, monthly, 5, 66, M, OWNER, 7, ?, eastBohenis, GOOD
287840, 24,3660, monthly, 4,17, M, DISPONENT, *, ?, centralBohemia, GOOD
174744,24,7281, wonthly, 5, 54,F, OWUNER, ?, ?, westBohemi=, BAL
117024,24,4876¢, monthly, 5,67, M, OUNER, ?, 2, southEcohemia, GOOD
21824,36, €09, monthly, 10,43, F, DISFONENT, 7, 2, scuthMoravia, GOOD
95400,36, 2650, weekly, 9,32, M, QUNER, ?, ?,centralBohemia, GOOD
86616,12,7218, monthly, 4,41, M, DWNER, ?, *, mentralBohemia, GOOD
§0952,24,3373, monthly, 11, 58, M, OWNER, 2, ?, Prague, GOOD

805952 ,24,3373,monthly, 11,58, M, QUNER, ?, ?, Pragus, GOOL
21072,24,875, monthly, 4,38, F, OUNER, ?, 7, southBohemia, GOCD
108144,36,3004, monthly, 5,46, M, DISPONENT, 2, 7, 2cuthlloravia, GOOD
1972745,36,5423 , monthly, 5,32, F, QUNER, ?, 7, centralBohemia, GOOD
197745,36,5433, monthly, 5,24, M, DISPONENT, ?, ?, centralBohenia, GOOD
QQQ§E91§D,5011,monthLy,IG,SB,M,OHHER,?,?,nDrthBDhemia,GOOD

Figura 4.3: Exemplo de Arquivo data na Sintaxe Padrao

4.2.2 Sintaxe Padrao para Representacdo de Regras de Classificaco

No Ambicnte Discover foi desenvolvida uma sintaxe padrao para representacao de regras
de classificacao, bem como scripis para conversao de regras ou arvores de decisao extraidas
por diversos algoritmos de Aprendizado de Maquina para esse formato padrao, além de
scripts para calculo da tabela de contingéncia para cada regra (Prati, Baranauskas, &
Monard 2001b; Prati, Baranauskas, & Monard 2001a).

Na Figura 4.4 € apresentada uma pequena parte de um arquivo contendo regras de
classificacao no formato padrao. Na figura, os clementos entre colchetes correspondcm aos
valores da tabela de contingéncia de cada regra. apresentada na Secao 3.3.3, e referem-se
respectivamernte a fy,. f,;. fi7. /3, € . Quando existe algum valor desconhecido nos dados,

os valores da tabela de contingéncia encontram-se apos o caracter 7.

Standard Rules Conversor 1.2.1 Copyright (o} Ronaldo C. Praci
Inducer: ©4.5 Input File: financial_data.rules
Darte: Fri Mov 1 15:45:2¢6 2002

Rules Evaluated sz UNORDERED
Nawes File: Tinancial data. nseees Data File: financial_data.test

ROOC1 IF disposition type = DISFONENT
THEN CLASS = GOOD [0.1993, 0.0000, 0.1014, §.5993, 236]
?{b.000, 0.00C0, 0.000, 0.000, O]

ROOOZ IF disposition_type = OUNER
AND loan_amount <= 2443580
AND account mwonths_before loan <= 4
MDD account_frequency = weekly
THEN CLASS = GOOD [D.0000, 0O.00D0, 0.1014, 0.8986, 236]
Z[0.0200, a.000, 0.000, 0.00C, OF

Figura 4.4: Exemplo de Arquivo de Regras de Classificacdo na Sintaxe Padrao
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Existem implementados scripts para conversao da saida dos algoritmos ID3. C4.5,
C4.5rules, C5.0/Sech, CN2, OCI, Ripper, 12 e MC4 para o formato padrao de regras de
classificacao (Prati. Baranauskas, & Monard 2001b). Para o calculo dos valores da tabela
de contingéncia ¢ geracao dos arquivos no [ormato padrao estendido foram desenvolvidos

scripts por Prati, Baranauskas, & Monard (2001a).

4.2.3 Sinfaxe Padrdo para Representacdo de Regras de Regressao

Foi desenvolvida também uma sintaxe padrao para representacio de regras de regressao
adequada para englobar o tipo de representaciao da hipotese induzida por virios algoritmos
de regressao. Além da delinicao da sintaxe para regras de regressdo. foram desenvolvidos
scripts para conversao dos conjuntos de exemplos da sintaxe padrao do Discover para
a sinlaxe dos algoritmos M5, RT, Cubist, CART e RETIS, ¢ conversao da saida desses
algoritmos para a sintaxe padrao dec regressdo. Todo essc trabaltho foi desenvolvido por
Pugliesi, Dosualdo, & Rezende (2003).

Assim como nas sintaxes padrao para representacao de regras de classificacao ¢ associ-
acao, € interessante que a sintaxe padrao para regras de regressao apresentasse a labela
de contingéncia para cada regra. Entretanto. regras de regressao nao predizem um valor
calegorico e sim um valor numdérico. dilicullando o calculo do mimero de exemplos fal-
sos e verdadeiros quanto ao atributo meta, por este ser continuo. Portanto, o cdlculo dos
valores relacionados & {/ e /I pido sio triviais. Entretanto, foi definido por Pugliesi, Dosu-
aldo, & Rezendc (2003) um método para o calculo da tabela de contingéncia para regras de
regressao.

Na Figura 4.5 ¢ aprescntado um exemplo contendo regras de regressao escritas na sinta-
xe padrao juntamente com a [reqiiéncia relativa de cada um dos quatro valores da tabela de
contingéncia e o namero lotal de exemplos. Para cada regra, os elementos entre colchetes

refecrem-se respectivamente a fu,. 7. Sy S e

4.2.4  Sintaxe Padrdo para RepresentacGo de Regras de Associacao

Conforme a padronizacao definida para classificacao e regressao, também foi deflinida
para o Discover uma sintaxe padrao para representacao de regras de associacao. Nesta
sintaxe, para cada regra também estao presentes os valores da tabela de contingéncia. Uma

regra de associacao na sintaxe padrao obedecc a formatacao apresentada na Expressao 4. 1.

tens do anlecedente itens do consequente | foo [ L o 1) (4.1)
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Standard Regression Rules Corversor Copyright (¢) Daniel Gaomes Dosualdo

Inducer: rt Inpur File: abslons.out
Dave: Mon Auy 19 20:23:12 20CZ dutpur File: abalone.rulsz
[ROGD1] IF shell weight

<

AND whole weigh
THEN rings = 3.33 +/- 0.42
[ 0.009534464, 0D.30919417, 0.009939652, 0.A712681505

o

[RODOZ] IF shell weight <= 0.02
AND whole_wveight > 0,02
THEN rings = 4.35 +/- 0.231

Figura 4.5: Exemplo de Arquivo de Regras de Regressao na Sintaxe Padrao

Um exemplo de um conjunto de regras de associagdo na sintaxe padrao é fornecido na
Figura 4.6. Tém sido desenvolvidos scripts para conversao dos dados na sintaxe padrio
de exemplos para o formato de entrada dos algoritmos de extracao de regras de associacao
Apriori, MagnumOpus e do software Mineset. além de scripts para conversao da saida

desses algoritmos para a sintaxe padrao de associacao.

agua_p=(89.776...00. 28], PEROCFFR=(67.09. . .69, 8643], [0. 017, 0, 0.875,0.108, 27746]
agua_p=(8%. 776...50. 628], DENSCONS=(269120. .. 2967227, [0. 017, 0, 0. 875, 0.108, 77746]
agua_p=(&9,776...50.628],dpi_p=(...0.108%33], [0.0L7.0,0.233,0.75,27746]
afua_p=(89,776...50.628], porpdimp=C...0.112647], [0.017,0, 0. 208, 0, 775,27746]

SINSTSAN=(3,.,4], PEROCPPR=(...50,44437,{0.017,0,0.95,0.033,27746]
SINSTSAN=(3...4],0v=(0.86529,..],[0.017,0,0.95,0,033,27746]
SINSTSAN=(3,..4],PORPOPAL=(,,,74.2307], {G. 017, 0, 0,933, (. 0500000000000001, 27746]
SINSTSAN=(3,..4],RENDCHEF=(104668, ..132103], [0,017,0,0.8,0.183,27746]
SINSTSAN=(3...4],PE3S_DOM=(3,,.], [0.017,0,0.683,0,3,27746]

Figura 4.6: Exemplo de Arquivo de Regras de Associacdo na Sintaxe Padrao

4.3 Requisitos de um Ambiente para Exploracao de Regras

Como ja mencionado, muita pesquisa tem sido feita no sentido de desenvolver medi-
das para avaliacao de regras, e muitos protétipos tém sido desenvolvidos. No enlanto.
percebeu-sc que nao ¢ possivel definir uma melhor medida de avaliacdao de conhecimento
em todos os dominios (Freitas 1998a: Freilas 1998b}. Somando-se a isso o fato de que
todas essas medidas e metodologias normalmente sdo desenvolvidas independentemente,
nao € possivel a utilizacado de um unico sistema para avaliacao de regras no qual diversos
tipos de analises possam ser feitos.

Além disso, apesar do processo de Extracao de Conhecimento ter sido definido como

“processo de identilicacao de padroes nos dados que scjam validos, novos, potencialmente
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liteis e compreensiveis a seres humanos”, muitos trabalhos tém tratado a validade do co-
nhecimento, mas poucos tém tratado a novidade, utilidade e compreensibilidade (Pazzani
2000). Em (Pazzani, Mani, & Shankle 1997) ¢ mostrado que o conhecimento descoberto
por algoritmos de extracdo de regras de classificacao pode nao fazer sentido para os es-
pecialistas do dominio. Um conhecimento nao compreensivel, possivelmente, também nao
sera util ao usuario em um processo de tomada de decisao.

Nesse contexto, o desenvolvimento de um Ambiente para Exploracao de Regras que
auxilie os especialistas do dominio ¢ usuarios finais na compreensio e identificacdo do co-
nhecimento interessante é de grande relevancia para o sucesso do processo de Extracao de
Conhecimento. Além disso, o ambiente pode possibilitar que novas pesquisas relacionadas
aos meétodos para avaliacao de regras e ao processo de MD como um todo possam ser feitas,
O desenvolvimento de um Ambientc para Exploracao de Regras vem suprir essas deficién-
cias por disponibilizar o conhecimento para facilitar o acesso aos usudrios, além de agregar
métodos para avaliar as regras quanto a precisdo. compreensibilidade ou interessabilidade,
por exemplo,

Um aspecto importante do processo de Extracdo de Conhecimento € que normalmente
as regras extraidas se cncontram em arquivos texto, o que dificulta sua analise. Pela
utilizagdo de ferramentas comerciais mais completas, algumas funcionalidades adicionais
podem estar disponiveis, como por exemplo ferramentas 3/ para visualizacdo dos modelos.
Entretanto, existem poucos métodos implementados para auxiliar na anadlise, identificacao
e utilizacdo do conhecimento interessante.

A implementacao de um Ambiente para Exploragcdo de Regras implica no descnvolvi-
mento de uma arquitetura para facilitar o calculo e armazenamento do valor de medidas
de avaliacdo de regras, além de facilitar a incorporagao de novos métodos para calculo de
novas medidas. E interessante que cada conjunto de regras disponibilizado apresente um
conjunto de medidas tanto objetivas quanto subjetivas armazenadas visando o apoio ao
usuario em sua analise. Entretanto. com o acumulo desses dados sobre avaliacao. uma
nova base de dados valiosa para os pesquisadores do processo de Extracao de Conheci-
mento também fica disponivel. A partir desses dados, andlises podem ser feitas sobre as
medidas ou métodos de avaliagdo visando, por exemplo, identificar medidas mais cfeti-
vas para avaliacao, relacionamentos entre as mesmas. entre outras. Somando-se a esses
dados o feedback fornecido pelos usuarios durante a consulta as regras disponibilizadas,
algumas analises bastante intercssantes podem ser feitas. Dentre essas analises utilizan-

do o feedback do usuario, destaca-se a possibilidade da andlisc das funcionalidades mais
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utilizadas com o objetivo de encontrar as medidas de avaliacao mais efelivas e verificar a
existéncia de alguma relacao entre medidas objetivas e subjetivas.
Para auxiliar o usuario na compreensao e idenlificacao do conhecimento interessantc,

algumas caractleristicas desejaveis para um Ambiente para Exploracao de Regras sao:

Interatividade e Iteratividade Como citado anteriormente, muitos pesquisadores do pro-
cesso de Extracao de Conhecimento de Bases de Dados tém concentrado suas pes-
quisas na fase de descoberta do conhecimento. Entretanto, a inferéncia de padroes
€ somente uma pcqucena parte do problema de se obter conhecimento til a partir de
dados. Além disso, o processo de Extracao de Conhecimento de Bases de Dados é
descrito de maneira a enfatizar a importancia da interacdo com o usudrio e iteracao
entre suas tases, sendo que a principal iteracdao do processo € a repeticdo das fases de
Pré-processamento e Exiracao de Padroes apos a analise do conhecimento na etapa
de Pos-processamento. A qualidade do conhecimento extraido pode ser melhorada
cm cada iteracdo ao reulilizar informacoes coletadas nas iteracoes anteriores (Kle-
mettinen, Mannila, Ronkainen, Toivonen, & Verkamo 1994; Klemettinen, Mannila, &

Toivonen 1996; Klemettinen, Mannila, & Toivonen 1997).

No entanto, a iteratlividade e interatividade do processo de Extracao de Conhecimento
também podem ser realizadas na fase de disponibilizacao do conhecimento. A ite-
ratividade dessa fase pode ser [eila através da visualizacao do conjunto de regras.
permitindo ao usudrio escolher a cada momento um tipo de filtro ou medida para
ordcnacao das regras ¢ assim identificar as mais interessantes. Caso nao scja obtido
sucesso, outros filtros podem ser escolhidos. Desta maneira, um aspecto extrema-
mente importante para um Ambiente para Exploracao de Regras € permitir que o
usuario possa explorar iterativamente e interativamente o conhecimento, especifican-

do a cada instante o foco de interesse desejado.

Medidas de Avaliacdo Outro requisito importante para um Ambiente para Exploragao de
Regras ¢ a disponibilizacao ao usuario de diversos métodos para poda e ordenacgao
dos padrocs. Além disso, tanto as medidas objetivas quanto as subjetivas devem
estar disponiveis para selecdo de regras. As medidas objetivas podem ser considera-
das como um filtro inicial para selecao de regras. enquanto que medidas subjetivas
podem ser utilizadas para focar o interesse do usuario em um conjunto de regras

realmente interessante (Freitas 1998a).
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Na disponibilizacao, as medidas de avaliacao podem ser utilizadas para:

Poda do conjunto de regras O usuario pode escolher alguma medida de avaliacao
para selecionar um subconjunto das regras apresentadas. Para isso, cle pode
definir algum limite de valor para a medida. sendo apresentadas somente aquc-
las regras em que o valor da medida ¢ superior ou inferior ao limite estipulado,
ou utilizar alguma medida que selecione somente regras interessantes segundo

algum critério definido;

Ordenacao O usuario pode escolher alguma medida para ordenar o conjunto de re-

gras apresentado.

Visualizacao dos Modelos ou Regras Como em Mineracao de Dados busca-se por pa-
droes de comportamento dos dados que nao sdao previamente conhecidos pelos usua-
rios, a compreensao dos modelos encontrados pode ser dificil. Dessa maneira, a
compreensao dos modelos € um topico que precisa ser bastante pesquisado. Uma
das maneiras utilizadas para auxiliar os usudrios na compreensao e interpretacao do
conhecimento € através da utilizacio de ambientes em que os modelos possam ser

visualizados de maneira adequada pelo usuario.

Diversas ferramentas de Mineracao de Dados possuem mdédulos de visualizacao de
modelos e de dados baslante completos e tuteis. Entretanto, nessas ferramentas a
visualizacao € realizada somente nas estacées em que a ferramenta esta instalada.
Um aspecto adicional de um Ambientc para Exploracao de Regras é a possibilidade de
visualizacao do conhecimento através de uma interface baseada na WWW. Algumas
vantagens obtidas pela visualiza¢ao do conhecimento pela WWW sao a independéncia
de plataforma. facilidade de uso e, especialmente, a acessibilidade, permitindo a visu-
alizacao do conhecimento pelos usuarios do processo independernte de sua localizacao

fisica (Grinstein & Ward 2002; Ma, Liu. & Wong 2000).

Durante a visualizacao de um modelo, € importante que o usuario possa interagir com
ele. Isso significa permitir que o usuadrio possa selecionar valores de atributos ¢ ver
os efeitos que isto pode causar. Esta interacao prové a compreensao de causa-efeito,
isto €, o usudario pode cntender quanto cada atributo do conjunto de dados afeta a

classificacao final (Thearling, Becker, DeCoste, Mawby, Pilote. & Somumnerfield 2002).

A visualizacao interativa dos modeclos deve permitir que usuarios com pouco conhe-

cimento em Aprendizado de Maquina e Eslatistica sejam capazes de compreender

52



fatores que influenciam nas classificagoes e que eles também possam visualizar o mo-
delo complelo para compreenderem conto 0s exemplos sao tratados (Becker, Kohavi,

& Somumerfield 2002).

Integracdo Uma outra forma de se auxiliar o usudrio na compreensao do conhecimento
¢ fornecer um contexto. Esie contexto pode ser fornecido, por exemplo, ao mostrar
a relacdo existente entre o conhecimento extraido ¢ o conjunto de dados em que foi
gerado. Isto ¢ chamado de integracao (Thearling, Becker, DeCoste, Mawby, Pilote, &
Sommerficld 2002). Uma forma de integracao ¢ a possibilidade de se selecionar parte
de um modelo e obter acesso aos dados originais a partir dos quais essa parte foi

gerada.

Ambientes Colaboratives Outro requisito importante para um Ambiente para Exploraciao
de Regras € que ele seja um ambiente colaborativo, propiciando a interacao e inte-
gracao enire os diversos usuarios do ambiente (Foster & Gee 2002). No caso de um
Ambiente para Exploracao de Regras, o primeiro passo para {ornecer um suporte efi-
ciente a multiplos usuarios é armazenar as secdes dos usuarios em um sistema de

logs.

O sistema de logs deve armazenar os t{rabalhos dos usuarios, permitindo que eles
possam repeti-los ou que outros usudrios possam analisa-los (Foster & Gee 2002).
Isto pode permitir um ganho geral de produtividade entre os usuarios do ambiente,
aléem de possibililar que as informacoes contidas nos logs possam ser utilizadas pelos
analistas do processo de Extracdo de¢ Conhecimento para auxiliar na obtencao de

melhores resultados em uma préxima iteracao do processo.

A ulilizacao da WWW como intlerface para disponibilizacao de regras pode facilitar
também a implementacao de um ambiente que permita o trabalho cooperativo dos
usudrios do processo de Extracao de Conhecimento. Decssa maneira, os diversos
usudrios do processo podem analisar e compreender o conhecimento individualmen-
te, fornecerem e compartilharem feedback para o ambiente na forma de comentarios,
idéias, dicas ou sugestoes (Ma, Liu, & Wong 2000). Além disso, alravés dessa in-
terface, os diversos usudrios finais e especialistas do dominio poderao analisar os
conjuntos de regras em suas estacOes de trabalho sem nccessidade de instalar as

ferramentas de Mineracao de Dados.
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A partir das informacgées contidas nos logs de utilizagao dos usudrios e de scu feed-

back, algumas analises poderao ser [eitas. entre elas:

e Permitir aos especialistas do processo de Extragdo de Conhecimento verilicar o
que € de interesse do usuario, fornecendo novos subsidios para apoiar uma pro-
xima iteracio de todo o processo ¢ trazer resultados mais interessanies para o
usuario [inal;

e Possibilitar uma analise das funcionalidades mais ulilizadas com o objetivo de

encontrar as medidas de avaliacao mais efetivas:

e Verificar a cxisténcia de alguma rclacdo entre medidas objetivas ¢ subjetivas.,

dadas as consulias realizadas pelos usuarios.

Na secdo seguinte ¢ apresentado o Ambiente para Exploracao de Regras desenvolvido

neste projeto de mestrado.

4.4 O Ambiente RUIEE

Neste projeto de mestrado foi proposto um Ambiente para Exploracdo de Regras que
viabilize tanto a analise quanto a disponibilizacao de regras. Com intuilo de mostrar a
viabilidade desse tipo de ambiente, foi desenvolvido o Ambiente RulEE (Rule Exploration
Environment).

O RulEE apresenta alguns dos requisitos apresentados anteriormente e contem as fun-
cionalidades necessarias para mostrar a vialibilidade do ambicnte. Nas proximas secoes.
o Ambiente RulEE ¢ aprescntado, sendo especificadas quais funcionalidades foram imple-
mentadas. Também ¢ apresentada uma comparacao do Ambiente RulEE com ambientes
com funcionalidades semelhantes existentes na literatura. No Capitulo 5, a implementacio

do Ambiente RulEE ¢ apresentada em mais dcetalhes.
44.1 Descricao Geral

O Ambiente RuEE suporta analise de regras de classificacio. regressao ¢ associacao. O
ambiente tem como cntrada arquivos com conjuntos de regras representados utilizando a
sintaxe padrao definida no Discover. Por utilizar esses [ormatos de regras e pela utiliza-
cao dos scripts de conversao dos diversos tipos de regras para a sintaxc padriao. também
implementados no Discover, podem ser inseridas no ambiente as saidas de uma grande va-
riedade de algoritmos para Extracao de Conhecimento de Dados. Dentre esses algoritmos,

encontram-se os mais utilizados na literatura, como o C4.5. CN2, Cubist € Apriori. A lista
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completa dos algoritmos suportados pelos scripts de conversao para as sintaxes padrao foi
apresentlada nas Secoes 4.2.1, 4.2.2, 4.2.3 ¢ 4.2.4.

O processo dc obtencao das regras a serem manipuladas pelo Ambiente RuWEE esta
exemplilicado na Figura 4.7. De acordo com a figura, inicialmente, os conjunios de dados
de origem sao pré-processados e convertidos para a sintaxe padrao de dados do Discover.
Apo6s a preparacao dos dados e definicao do algoritmo a ser utilizado, os dados sdo conver-
tidos para o formato dc cntrada do algoritmo selecionado. Deve-se ressaltar que, para cada
tipo de conjunto de regras, diversos algoritmos podem ser utilizados. A conversao pode ser
feita utilizando os métodos definidos na biblioteca para tratamento dos dados na sintaxc
padrao (Batista 2001).

Apos a execucao dos algoritmos, seus resultados sao convertidos para a sintaxe padrao
do tipo de problema tratado {(classificacdo, regressao ou associacdo). A partir das regras
expressas na sintaxe padrao e¢ de um conjunto de dados de leste, devem ser utilizados os
scripils para calculo dos valores da tabela de contingéncia (Prati, Baranauskas, & Monard
2001a; Pugliesi, Dosualdo, & Rezende 2003: Melanda & Rezende 2003). Os resultados
desses scripts sao utilizados como entrada no RulEE, nao sendo portanto necessario o

calculo dessas informacodes internamente no ambiente.

if.. ther..
if . then
| i then.
if .. then
! ~—
A

Exemp:os i Saida Exemp!es
Algontmo | goritme S slonmtmo 1 Sntaxe Fadris
Oreuts
r if . then R..ifthen..
.. then. R..if... then.
if... then Roaf . then.... |
if. ihen.. R af .. then i
| - - o Leera:
- o - Salda ERTRE Kegras
N " 1y ewe 2 X 2 "

‘Ej::‘nﬁ]]z»h Algortmo 2 Algeritme 2 Sintaxe Padrds Sintaxs Padric +
Algotituo 2

- IMznz de Contingéniia
Stntaxe “adriac -

»
rreinament s} - -
; if... then..
1 if .. then..
if... then .
if .. then..
Ezeraplos Alpectmon Smda
Algontmon Algortmo n

Figura 4.7: Metodologia para Obtencao de Regras nas Sintaxes Padrao

O RulEE apresenta um conjunto de medidas para avaliacao de regras para classificacao,
regressao e associacao de forma que diversos tipos de analise possam ser recalizadas. Apos
um conjunto de regras ter sido inserido no ambicnte, os valores das diversas medidas

sao calculados ¢ ficam disponiveis para os usuarios. O ambiente prové um facil acesso
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as regras ¢ aos valores dessas medidas, e permite que varias medidas sejam utilizadas
de forma combinada para a analisc das rcgras pcla aplicacdo de restricdes ou filtros e
utilizacao de medidas para a ordenacao dos conjunios de regras. Esse acesso as regras €
aos valores das medidas € possibilitado pelo uso de consultas. Além disso, com o intuito
de auxiliar a criacdo de novas medidas e a realizacao de experimcntos. nesse ambiente é
possivel definir de maneira simples novas medidas cujo valor pode ser oblido a parlir de
uma expressao que utiliza o valor de outras medidas.

Deve-se ressaltar que varios trabalhos relacionados com a avaliagao de conhecimento
esldao sendo descnvolvidos no Ambiente Discover. O Ambiente RulEE apresenta uma ar-
quitetura que visa facilitar o armazenamento ¢ disponibilizacao dos valores das medidas
desenvolvidas permilindo uma facil utilizacao conjunta de todas as medidas existentcs.
O calculo do valor de novas medidas deve ser realizado pelos procedimentos desenvolvi-
dos pelos préprios pesquisadores, bastando ao ambiente invocar esses procedimentos de
maneira correta € buscar o valor desejado no arquivo contendo o resultado da exccucéao
do procedimento. A implementacio do Ambiente RulEE permite que estas configuracoes
possam ser feitas facilmente, sem necessidade de alleracao de codigo fonte. Desta ma-
neira, o Ambiente RulEE € independente dos procedimentos para Pds-processamento de
conhecimento.

O RulEE prové duas formas para sua utilizacao. A primeira é através de uma biblio-
leca de classes que permite o acesso as diversas [ungodes implementadas, como insercao,
recuperacéo de regras ¢ de valores de medidas. bem como acesso aos dados disponiveis
na base de dados do ambicnte. A utilizacdo dessa biblioteca deve ser realizada através de
programas escrilos na linguagem PERL. sendo voltada a usudrios analistas do processo
de Extracdao de Conhecimento de Bases de Dados e que necessitam de recuperar as in-
formacgdes em seus scripts para Pos-processamento ou mesmo para definir alguma funcéo
desejada que nao esteja implementada no ambiente. A segunda forma de interacao é atra-
vés da interface WWW. Esta inlerface possui a funcao principal de facilitar o acesso as
informacoes armazenadas no ambientle e apresenta as mais diversas [ung¢oes para acesso
as regras ¢ valores de medidas, além de facilitar a inser¢ao de novos conjuntos de dados.
A interlace ¢ voltada para usuarios ndo especialistas ou usuarios que nao necessilem da
flexibilidadc da ulilizacao da biblioteca de classes. O objetivo da exisiéncia dessa interface
¢ lacililar o acesso e apresentacao das regras descobertas através de uma interface mais

intuitiva de maneira que os usudrios finais ou especialistas do dominio possam acessa-
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las sem necessidade de o fazer através da leitura de arquivos texto, propiciando assim a

disponibilizacao desse conhecimento na WWW,
4.4.2 Funcionalidades do Ambiente RUIEE

Na Secao 4.3 foram apresentadas caracieristicas e requisitos importantes para um Am-
bicnte para Exploragao de Regras genérico. O RulEE foi implementado buscando-se aten-
der a toda especificacdo aprescntada. Entrctanto. como um primeiro traballio desenvolvido
nesse sentido. o objetivo principal foi a construcao da arquitetura basica do ambiente, de
forma a possibilitar que todas as caracteristicas propostas pudessem ser implementadas
em trabalhos futuros. Dessa maneira, as principais caracteristicas ou requisitos imple-

mentados no Ambiente RuUlEE sao:

As medidas objelivas para avaliacao de regras descritas no framework apresentado

em (Lavrac, Flach, & Zupan 1999) e a medida Rl eslao disponiveis para analise;

¢ Implementacao de consullas para recuperacao dos conjuntos de regras € dos respec-

tivos valores de medidas:
o Implementacao de uma interface simples baseada na WWW;

¢ Interface interativa e possibilidade de analise dos conjuntos de regras pela ulilizacao

dc consultas de forma iterativa:

e Armazenamento de valores inseridos por usuarios como indicativos da interessabili-
dade, compreensibilidade, utilidade e novidade das regras, além de armazenamento

de comentarios ancxados a regras, conjuntos de regras e consultas.

4.5 Consideragoes Finais

Recentemente, a0 observar que a Extracao de Padrdes nao deve ser a etapa final do pro-
cesso de Extracao de Conhecimento de Bases de Dados, o Pos-processamento de conhe-
cimento tém sido foco de muitas pesquisas. Nesse sentlido, muitas ferramentas t¢m sido
desenvolvidas para apoiar os usuarios na avaliacao do conhecimento encontrado. A inte-
gracao dessas ferramentas cm um Ambiente para Exploracdao de Regras pode representar
um auxilio efetivo para os usuarios do processo na compreensao, identificacao do conhe-
cimento interessante e utilizacido do mesmo. Neste capitulo foram apresentadas algumas
caracteristicas e requisitos importantes para um Ambiente para Exploracao de Regras, as-
sim como apresentado de maneira geral o prototipo desenvolvido neste projeto, o Ambiente

RullbE.
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Uma sintese de algumas funcionalidades existentes em ferramentas cujo objetivo é au-
xiliar a analise de conjuntos de regras € apresentada na Tabela 4.1. Nesta labela estao
presentes o Ambiente RulEE e as ferramentas AIAS, apresentada na Secao 3.4.3, e DS-

WEB, aprescentada na Secao 3.3.2.

[ Funcionalidade [ AIAS

. _[DpSWEB ~ [RulEE ]

Tipo de Problcma Associacao Associacao Classificagao,
: Regressao e
Associacao
Tipo de Analise Identificacao de Conformidade, | Selecao de re- | Utilizacio de
Conseqiiente Inesperado, Ante- | gras ndo re- | medidas  de
cedente Inesperado, e Antece- | dundantes avaliagao
dente ¢ Conscqliente Inespera-
dos
Medidas Subjetivas | Sim o B Nao Nao
Disponibilizacao Nao Sim Sim
dos Resultados na
i WWW
Iteratividade Sim Néo Sim
Interatividade Sim Sim Sim
i Disponibilizacao Nao Nao Sim |
das Analises

Tabela 4.1: Sintese de Funcionalidades de Ambientes para Analisc de Regras

Cada linha da Tabela 4.1 corresponde a uma funcionalidade das ferramentas. Na li-
nha correspondente & caracteristica Tipo de Andlise, nao sao especificadas medidas para o
Ambicnte RulEE, pois as analises realizadas no ambiente sao independentes de medida ou
procedimento para Pés-processamento, conforme apresentado anteriormente. Para a fun-
cionalidade Medidas Subjetivas. o Ambiente RulEE apresenta o valor NGo. pois ainda nao
estao sendo utilizadas no ambicnte medidas desta natureza, apesar dele ler sido projetado
para isto. Trabalhos futuros deverao estar relacionados com a utilizacao destes tipos de
medidas no ambiente. A caracteristica lferatividade indica se a analise dos conjuntos de
regras pode ser feita iterativamente, isto é, em diversos passos de analise. e a caracteristica
Interatividade indica se o usuério pode interagir com a ferramenta. Por im. a caracleristica
Disponibilizacao das Andlises indica se a ferramenta pode armazenar e disponibilizar para
outros usuarios algum tipo de analise realizada por algum usuario.

A disponibilizacao de regras deve estar integrada a um ambiente para apoiar as diversas
etapas do processo de Extracao de Conhecimento de Bases de Dados. O Ambiente para
Exploracao de Regras proposto neste projeto é integrado ao Discover, um ambiente que
vem sendo desenvolvido em conjunto pclos pesquisadores do processo de Mineracao de
Dados e Aprendizado de Maquina do LABIC. Este ambiente deve apresentar uma interface

integrada, com varios métodos para apoiar as diversas etapas do processo de Extracao de
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Conhecimento de Bases de Dados e Textos, desde o acesso aos dados até a avaliacdo do
conhecimento.

No proximo capitulo € apresentada a implementacao do Ambiente RulEE, sendo mos-
trada sua arquitetura, a base de dados, a biblioteca de classes. as formas de obtenc¢ao de
medidas, as medidas disponiveis. a interface e as consultas que podem ser realizadas no

repositorio de regras e medidas.
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Capitulo 5

Implementacao do Ambiente RUIEE

5.1 Consideracoes Iniciqis

De maneira geral, o objetivo principal deste projelo de mestrado ¢ a proposta e imple-
mentacao de um Ambiente para Exploracao de Regras que apresente os conceitos discu-
tidos no Capitulo 4. Conforme a proposta discutida, esse ambiente deve apoiar tanto os
usuarios finais, por fornecer facilidades e flexibilidade para avaliacao e compreensao das
regras disponibilizadas, quanto os pesquisadores do processo de Extracao de Conhecimen-
Lo, por auxiliar a criacdo e alteracdo de medidas de avaliagao. Neste capitulo € apresentada
a implementacao do Ambiente RulEE {Rule Exploration Environment), que apresenia as
caracteristicas de um Ambiente para Exploracao de Regras proposto neste projeto de mes-
trado. descrevendo primeiramente a sua arquiletura e entao detalhando seus principais

elementos.

5.2 Implementacdo

A implementacao do Ambiente RulEE esta baseada em trés elementos:

1. Biblioteca de classes, na qual estdo implementadas as funcdes disponiveis pelo ambi-

ente;

2. Base de dados. na qual estdo armazenados o conhecimento no formato de regras, as
medidas de avaliacao das mesmas, os dados referentes aos usuarios ¢ os utilizados

na extracao e leste das regras;

3. Interface, construida baseada na WWW visando facilitar o acesso aos corjuntos de

regras.
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A arquitetura geral do Ambiente RulEE pode ser visualizada na Figura 5.1. No contexto
do RulEE, o processo de andlise e disponibilizacdao de regras csta baseado na idéia de se
utilizar um Repositério de Regras e Medidas, que é a entlidade principal do ambiente. Neste
Repositorio devem ser armazenados os conjuntos de regras, os valores das medidas ¢ as

consultas realizadas pelos usuarios sobre o repositorio de regras ¢ medidas.

R if..then. [..]
Rif. thew ] fm e m A e mmaemmmmnnnaa

Roafithen, ..} T \
R.if. then. [.] — N ——

Repositario de Repostténie de Lepoatine de
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I
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! . Dispombiiizagéo
Regras de Regressac Gerenciamento \

Blif then [T | 7 /7~ $ ___________________________ Tomada de Decisao
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Modulos de i l
Py Processameni o l_,‘

e

— e
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Figura 5.1: Arquitctura Geral do Ambiente RulEE

Conforme a Figura 5.1, a disponibilizacdo das regras deve ser iniciada pela insercao
no Repositorio de Regras dos conjuntos de regras representados na sintaxe padrao. Esta
atividade € realizada por métodos existentes no Modulo de Gerenciamento. Apos estarem
disponiveis no Repositorio, as regras podem ser acessadas pela intcrlace WWW ou pela
biblioteca de classes, podendo ser analisadas pelos usuarios e, possivelmente, ultilizadas
cm um processo de tomada de decisao. Os clementos da figura que estao no retangulo
pontilhado correspondem ao Ambiente RulEE.

Uma descricao mais detalhada dos elementos representados na Figura 5.1 é fornecida a

seguir:

Moédulos de Processamento Sao os programas escritos para processamento de dados, re-
gras e informacoées dos usuarios. Seguindo o padrao de desenvolvimento do Ambiente
Discover, esses programas foram implementados na linguagem PERL. Os mdédulos de

processamento encontrados no ambiente sao:

Médulo de Gerenciamento Responsavel pelo gerenciamento das regras disponibili-

zadas no ambicnte. Este modulo recebe requisicoes da Interface do ambiente,
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busca as regras correspondentcs no Repositorio de Regras, invoca os modulos de
Pos-processamento ou recupera algum conjunto de dados no Repositério de Da-
dos, para entao retornar o resultado da requisicao para a Interface. Este modulo
€ responsavel também pela obtencéao ou calculo dos valores de medidas para as

regras.

0O Modulo de Gerenciamento possui também um conjunto de métodos que re-
cchbemn como entrada conjuntos de regras nos formatos padrio de classificacao,
associacdo ou regressao, € fazem a insercao desses conjuntos de regras no Re-
positorio de Regras e Medidas. Foram implementados métodos independentes

responsaveis pela insercdo das regras de classificacdo, associacio ¢ regressao.

O Modulo de Gerenciamento estd implementado como uma biblioteca de classes
que realiza todo esse processamento. Uma breve descricdao das classes disponi-

veis € apresentada na Secao 5.2.3.

Médulos de Pés-processamento Sao os moédulos responsaveis pelo calculo das me-
didas de avaliacdo das regras disponibilizadas. Esscs moédulos contém proce-
dimentos para calculo das medidas e apresentam métodos distintos para trata-
mento de regras de classificagdo. associacio e regressio, E importante destacar
que no Ambiente RUEE sao utilizados os modulos de Pés-processamento imple-
mentados no Ambiente Discover. Portanto. a implementacao desses médulos de
Pés-processamento ndo faz parte do escopo do RulEE, sendo definida somente
uma interface para invocar os métodos de Pos-processamento quando neccessario
¢ para a obtencao dos valores das medidas para as regras nos arquivos contendo
o resultado do Pés-processamento. Apesar de estar projetada nas tabelas e nas
classes do ambiente, a utilizacao desses procedimentos nao esta completamente
finalizada, ainda sendo nccessaria a implementacao de alguns métodos. Deve-
se ressaltar que, para a incorporacao de medidas subjetivas no ambiente, faz-sc

necessaria a utilizacao desses procedimentos.

Na implementacao atual, as medidas existentes no Repositdrio tém seus valores
obtidos a partir da tabela de contingéncia das regras, que € calculada antes da

insercao das regras no ambiente.

Uma descricao mais detalhada sobre como os procedimentos sao executados e

como os valores das medidas sao obtidos pode ser encontrada na Sec¢ao 5.2.4.
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Interface Por meio da Interface, o usuario pode acessar todas as informacoes disponi-
bilizadas pelo Ambiente RulEE. A Interface € bascada na WWW, a fim de aproveitar
algumas de suas vantagens. como independéncia de plataforma e, especialmente,
facilidade de utilizacao pelos usuarios do processo independente de sua localizacao

fisica, conforme aprescntado na Secao 4.3.

Pcla Interface de disponibilizacao, o usuario interativamente seleciona as regras que
julgar mais interessantes pela uliliza¢ao das medidas para entao interpreta-las e
utiliza-las. Uma outra funcao da Interface € coletar, armazenar e disponibilizar infor-
macoes dos usuarios. A implementacao da Interface foi realizada utilizando o pacote
EmbPerl para facilitar a utilizacdo das classes PERL do ambiente na geracao das pa-
ginas. Todas as func¢des disponiveis na Interface estao implementadas na biblioteca
de classcs correspondentes ao Médulo de Gerenciamento, de forma que ndo exista
acesso direto a base de dados do ambiente. A Interface ¢ abordada em mais detalhes

na Secao 5.2.5.

Repositorios Correspondem a base de dados, desenvolvida utilizando o gerenciador MySql,
ou aos arquivos nos quais sao armazenadas as informacées disponibilizadas. No am-

biente, s&o enconirados trés tipos de repositérios:

Repositério de Informacdes de Usuario Conjunto de tabelas MySql nas quais sao
armazenadas as informacdes rclacionadas aos usuarios do ambiente. Algumas
informagdes armazenadas s&do: cadastro de usudrios, comentarios e votacoes em

regras.

Repositorio de Regras e Medidas Conjunto de tabelas para armazenamento das re-
gras e dos valores das medidas a serem disponibilizadas no ambiente. Um as-
pecto importante foi a definicdo do modelo deste repositorio, de forma a facilitar
o0 armazenamento e recuperacao das regras, o cadastro e inserg¢ao de novas me-
didas para avaliacao, ¢ o cdlculo ¢ recuperaciao dos valores das medidas para as
regras.

Repositério de Dados Arquivos nos quais sdo armazenados os dados referentes aos
conjuntos de regras disponibilizados. Estes dados podem scr utilizados para au-
xiliar o usuario na compreensao das regras, assim como podem ser utilizados por
algum modulo de PPos-processamento. A fim de facilitar a utilizacao dos métodos
de Pos-processamento implementados no Ambiente Discover, estes arquivos de

dados devem secguir a sintaxc padrao para represenlacao de dados proposta em
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(Batista 2001). Estes arquivos sao armazenados em um subdiretorio do ambien-

te. sendo referenciados em sua base de dados.

A base de dados do ambiente € melhor dctalhada na Secao 5.2.2.

Conjuntos de Regras Representam as regras extraidas ¢ padronizadas para suas respec-
tivas sintaxes padrao. Como ciltado anteriormente, o Ambiente RulEE {rata regras
expressas no formato padrio, permitindo que o resultado de uma grande varieda-
de de algoritmos possa ser (ralado pela ulilizagao das bibliotecas de conversao. No

ambiente, sao tratados os seguintes tipos de regras:

Regras de Classificacao Conjuntos dec regras de classificacio extraidos pelos mais
diversos algoritmos de inducao de regras e arvores de decisao e expressos na
sintaxe padrao de regras de classificacédo delinida em (Baranauskas 2001; Prati,
Baranauskas. & Monard 2001b). Atualmente existem implementados procedi-
mentos para conversao para essc formato padrao dos conjuntos de regras extrai-
dos pelos algoritmos ID3, C4.5, C4.5rules, CN2, OC1, Ripper, C5.0 Seeb, T2 ¢
MC4.

Regras de Regressao Os conjuntos de regras extraidos por diversos algoritmos de
regressao e convertidos para o formato padrao de regras de regressao também
sao tratados pelo Ambiente RulEE. Foi desenvolvida a sintaxe padrao para regras
de regressdo, bem como uma biblioleca que converte as saidas dos algoritmos
M5, RT, Cubist, CART ¢ RETIS para esta sintaxe (Pugliesi, Dosualdo, & Rezende
2003).

Regras de Associacdo O terceiro tipo de regras (ratado pelo Ambiente RulEE sao as
regras de associacao. Um formalo padrao de regras de associagdo bem como uma
biblioteca para conversao dos resultados dos algoritmos Apriori, MagnumOpus e
do software Mineset para cste formato tém sido definidos por Melanda & Rezende

(2003).

Uma breve descricao das sinlaxes padrao para representacao de dados. de regras de
classificacao, regressao e associagdo € apresentada nas Sccoes 4.2.1, 4.2.2, 423 ¢

4.2.4, respectivamente.
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5.2.1 Informagdes Gerais

Nesta secao sao apresentadas algumas informacgoes gerais relacionadas a implementa-

cao do Ambicnle RulEE e a sua utilizacao pela biblioteca de classes ou pela interface.

Varidvel de Ambiente Para permitir o acesso ao ambicente pela ultilizacao de scripts, ¢
necessario que os usudrios LINUX apresentem dentre suas varidveis dc ambiente a
variavel RULEE_DATABASE_NAME, a qual deve armazenar o nome da base de dados
do Ambicnte RulEE existente no scrvidor MySql em que o ambiente estd instalado.
Na implementacao realizada, o nome da base de dados do ambiente é rulee. Caso
o ambiente nao encontre a variavel RULEE _DATABASE NAME, o acesso a base de
dados fica impossibilitado, e ocorre o erro Database name not found (nome da base
de dados nao encontrado). E importante ressaltar que, para obter acesso a basc de

dados, o usuario necessita de direilos para acesso no servidor de base de dados MySql.

Direitos de Acesso & Base de Dados Conforme apresentado no item anterior, além de
apresentar a variavel de ambiente indicando o nome da base dc¢ dados do Ambien-
te RulEE, cada usuario que desejar utilizar os scripts deve possuir acesso a todos os
objelos da base de dados. Assim. para esses usudrio, deve ser executado o comando
na base de dados grant all on rulee.* to mfpaula@localhost;. Neste coman-
do, mfpaula deve scr substituido pelo username do usuario que desejar utilizar os

scripts.

Estrutura de Diretérios O Ambientec RulEE ¢ composto por um conjunto de classes PERL.
scripts SQL, conjuntos de regras. conjuntos de dados, programas para Pos-processa-
mento, entre outros. Para organizar todos esscs elementos. [oi definida uma estrutura

de diretdrios para o ambienie,

Na implementac¢ao do Ambiente RuEE, o diretorio raiz € /home/mfpaula/rulee ¢ esta
localizado no servidor em que ele esta instalado. Seus subdiretorios. bem como seus

respectivos conteudos, estao apresentados na Tabela 5.1.

Bibliotecas Necessdrias Para o processamento e acesso aos conjuntos de dados de trei-
namento ¢ teste dos conjuntos de regras cadastrados no ambiente, ¢ utilizada a bi-
blioteca Daraset definida por Batista (2001) para o Ambiente Discover. Além disso,
para facilitar a leitura das regras exisientes nos arquivos escritos na sintaxe padrao

de classificagao ¢ sua inscrcao no ambicnte, foi utilizada a classe Rule implementada
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[ Subdiretério

“"Conteudo ]

/source code

/db Diretorio que contém 0s arquivos com a definicao dos objetos da base |
~ de dados.
/documentation Diretorio que contém a documentagiao dispotriivel. |

Diretério que contém os codigos fonte das classes PERL correspondentes
ao Modulo de Gerenciamento.

hﬁﬁter)‘iace/ scripts | Diretorio que contém os scripts EmbPerl correspondentces a interface do |
ambicnte (arquivos himl).
/interface/images | Diretério que contém as imagens utilizadas na interface do ambicente.

" /rule_repository

Direlorio que contém o0s arquivos que representam os conjun{os
de regras armazenados no ambiente. Os nomes desses arqui- |
vos sao definidos pelos padroes rulesef_ID.classification.model. rule
set_ID.regression.model ou ruleset_ID.association.ruleset. nos quais I
represcnta o identificador do conjunto de regras.

- /data_repository

Diretorio que contém os arquivos de dados. 0Os nomes dos arguivos
sao: ruleset ID.data para os arquivos de dados de treinamento, rule-
set_ID.lest para os arquivos de testes e rulesei_ID.names para os arqui- !
vos com a descricido dos dados.

“/html_files

- JECT_CODE representa o cédigo do projeto, PROCEDURE representa o

/pos_proc scripts

Dire(6rio que contém descricées de conjuntos de regras, projetos, procc-
dimentos ou medidas. Os nomes dos arquivos existentes neste diretorio
sao definidos pelos padroes: ruleset_{D.himl. proj PROJECT CODE.html,
proc. PROCEDURE . html e measure MEASURE. html, nos quais PRO- ;

nome do procedimento e MEASURE representa o nome da medida des-
critos pelos arquivos.
Diretério destinado para armazenamento dos scripts responsaveis pelo
Pos-processamento. O armazenamento dos arquivos neste diretorio €
opcional.

Jtimp

Diretério destinado para armazenamento de arquivos temporarios.

Tabela 5.1; Subdiretorios do Ambiente RulEE

por Prali, Baranauskas, & Monard (2001a). No ambiente, classes semelhantes foram

criadas para a inser¢ao de regras de regressao e associagao.

Pacotes PERL Necessdrios Para a execucao do Ambiente RulEE, € necessaria a instalagao

de alguns pacotes PERL. Dentre os pacotes necessarios, estao:

¢ Pacote DBI, versao 1.18-1, para o acesso a base de dados:

o Pacole Exception, versao 1.4, para o tratamento de €rros;

e Pacotes Date-Calc, versao 5.0, Math-CDF, versao 0.1, e Math-Round, versao 0.02,

nccessarios para a utilizacao da biblioleca Dataset:

e Pacotes EmbPerl, versao 1.3.4, e mod_perl, versao 1.27, utilizadas na implemen-

tacao da interface do Ambicnte RulEE.

O pacote DBI ¢ normalmente obtido na distribuicao LINUX utilizada. Os outros paco-

les necessarios podem ser obtidos em www.cpan.org.
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Excecdes O Ambiente RulEE apresenta um conjunto de exce¢des que podem ocorrer du-
rante a execucao dos algoritmos. Quando ocorre um erro. € criado um objeto da classe
Exceplion e gerada uma excecao que finaliza a execucao do script. Se o usuario estiver
ulilizando as classes do ambiente em algum script, ¢ possivel identificar se foi algum
erro por alguma condicao invalida do ambiente. ou se foi algum outro tipo de erro.
como uma permisséo requerida para acessar algum arquivo. um erro de conexao com
a base de dados. entre outros. Caso o ambiente esteja sendo utilizado pela interface
WWW e alguma excegao ocorrer, € apresentado ao usuario a mensagem completa do

erro sem nenhum tratamento.

Criacido e Acesso dos Usuarios Do ponlo de vista da forma de ulilizacao do ambiente,
existem dois tipos basicos de usuarios: usudrios que utilizam somente a interface
WWW e usuarios que utilizam a interface e as classes. Para permitir o acesso ao
ambicnte desses dois tipos de usuarios, algumas configuracoes de acesso devem scr

feitas:

Usuarios que acessam a interface e as classes Para que os usuarios possam utili-
zar o ambiente através da biblioleca de classes, é necessario que eles apresentem
codigos de usuario ¢ senha para utilizacao da estagao de trabaltho em que o am-
biente esta instalado. E necessario que ele possua também direito de acesso aos
diretorios de scripis ¢ dados, direilo de acesso a base de dados, além de cadas-
tro na base de dados do ambicnte. Com essa configuracao. € possivel também o

acesso direto ao conteudo das tabelas existentes na base de dados do ambiente.

Usuarios que acessam somente a interface Para acesso pela interface, nao é neces-
sario codigo de acesso e senha na estacao onde o ambicrnite esta instalado, pois
a interacao com a base de dados e com a biblioteca de classes € feita através
da WWW. Entretanto, € necessario o cadastro do usuario na base para que seja

possivel o login no RWEE.
Na proxima secdo scra apresentada em mais detalhes a implementacao da base de dados
do Ambicente RulEE.
52.2 Implementa¢éo da Base de Dados

Conforme apresentado anteriormente, a base de dados do Ambiente RulEE foi imple-
mentada no gerenciador de base de dados MySql. Todas as tabelas do ambiente foram

implementadas em uma tnica base de dados. Estas tabelas estdo descritas na Tabela 5.2
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e o diagrama fisico da base de dados, contendo as colunas, chaves e restri¢ées, esta repre-

sentado na Figura 5.2.

! Tabela . Descricao
i[ ‘; — — —r T T —_—— T —— T e o :J
- COMMENT | Tabela gue armazena comentarios diversos que os usuarios do ambi- ]
. enle podem anexar em regras, conjuntos de regras ou selecées. Os
I comentarios ficam disponiveis para todos 0s usudrios gque possuen
‘ 4Ces80 48 Mesmas regras, (muunt()s de 1'651‘ 15 ou (()usultds J
| - R
MI CASU RE Tdb( la em que estao cadastradas as l’l‘l(—‘dlddS para avaliagio d( regras

utilizadas pelo ambiente. Nesta tabela sao cspecificadas informacoes ‘

inerentes as medidas. nao apresentando detalhes de sua oblengao. '

MEASURE,_ HOW_ | Tabela em que estao armazenadas as informagoes de como as medidas |

CALCULATED | adastradas no ambicnte (Em scus valores obtidos. Para cada medida

l existente na tabela MEASURE. deve existir um registro nesta tabela
. para especificar como seu valor ¢ obtido para cada um dos tipos de I
| conjuntos de regras tratados pelo ambiente (classificacao, regresssao

' ASSOC 1a(;an) |

PARAMETER Idboh gue armazena os parametres de configuragao do ambiente. Os |

parametros cadastrados nesta tabela sao o tempo de timeout das ses- ‘

o6cs do ambicnte e o diretorio raiz do mesmo. —J
PROC ' Tabela de cadastro dos procedimentos para Pds-processamento dos |

‘ (on]untos de regras.

b — o —— —y m— m——

— — e —

PROJF(‘T 1 Tabela que armazena 0s pro)etos cadastrados no amblente

I’ROJILCT USER

Tabela que indica quais plO_]e[()‘: 0S USUArios possucm acesso. 4

Tabela que armazena as regras perlencentes aos conjuntos de regras I

RULE
I | cadastrados no ambiente. As regras sio armazenadas nesta tabela em '
I | formato texto de acordo com a sintaxe padrao para o seu tipo (classi- |
l | ficagao, regressao ou associacao). J

continua na proxima pagina...



continuacio

USER_MEASURE

Tabela Descricédo
W.RULESE'I‘ | Tabela que armazena os conjuntos de regras disponibilizados no am-
~ biente. Apds um conjunto de regras ler sido cadastrado no ambiente,
€ criado um arquivo no subdiretério rule repository contendo a copia
i do arquivo original que representa o conjunto de regras utilizado para
inscr¢ao. de mancira quec esse arquivo possa scr acessado por algum
procedimento de Pos-processamento.
SELECTION Tabela que armazena as consultas feitas pelos usudrios no repositorio
de regras e medidas.
SESSION I Tabela que armazena as sessoes de ulilizagao do ambiente.
USER Tabela que armazena o cadastro dos usuarios do ambiente. O cadas- .

tro de um usudrio nesta tabela nao € condicao suficiente para que cle
possa utilizar o ambiente. E necessario também fornecer acesso para
a base de dados. conforme aprescntado na secdo anterior. Além dis-
%0. ¢ necessario especificar na tabela PROJECT_USER quais projetos o

usudrio possui acesso.

Tabela que armazena os indices fornccidos pelos usuario para as re- !
gras como forma de indicalivo para a interessabilidade, compreensibi- ‘

lidade, utilidade ¢ novidade. Ao visualizar uma regra. o usuario pode |

verificar a média dos valores fornecidos pelos outros usuarios do am- \

bicente para a mesma,

SUM

USER_MEASURE

|
|

Tabela auxiliar que objetiva permitir a utilizacao das médias dos va-

lores dos indices inseridos por usuarios nas consullas do ambiente. -
Os valores dessa tabela sao uma sumarizacao dos registros da tabela '
USER_MEASURE para cada regra e cada tipo de indice fornecido pelos

HSUArios.

continua na proxima pagina...
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[Tabela Descricao ]

RULE

- RULESET
|

L

VALUE_MEASURE |

j VALUE_MEASURE | Tabela com os valores das mcdidas referentes a conjuntos de regras.

Tabela que armazena os valores (ias 71;1-;tdidas- das regras disponibiliza-

das. Sempre que 0 usuario requisita o valor de uma medida de uma

determinada regra, o ambiente verifica nesta tabela se o valor ja esta

calculado. Caso csleja, o valor ¢é retornado. Caso o valor nao esteja

presente, ele ¢ obtido, armazenado nesta tabela para futuros acessos
e relornado ao usudrio.

Da mesma maneira que para a tabela VALUE_MEASURFE_RULE, o am-

biente armazend nesta tabela os valores das inedidas que foram aces-

sadas pelos usuarios.

- _ -

Tabela 5.2: Descricao das Tabelas da Base de Dados do Ambiente RulEE

Na Figura 5.2, sdo apresentadas as restri¢oes de integridade existentes entre as tabelas
do ambiente. I importante destacar que o gerenciador de base de dados MySql nao im-

plementa as chaves estrangeiras e restricoes do tipo check. Apesar disso, nos scripts de

definicao dos objctos

possiveis desenvolvedores a compreender melthor o modelo e a facilitar a utilizacao de um

da base, as restri¢ées foram todas especificadas de mancira a auxiliar

gercnciador mais robusto que implemente essas restrigcoes.
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523 Classes

Nesta secao, sao apresentadas as classes que compdoem o Médulo de Gerenciamento do
Ambiente RulEE. Na Tabela 5.3, as classes estao descritas de maneira bastante resumida e

na Figura 5.3 é apresentado o diagrama de classes que apresenta os relacionamentos entre

elas,
LSLasse Descricéo
" Conmument Classe que representa um comentario que pode ser anexado por wm usudrio a
uma regra, wim cornjunto de regras ou a uina consulta.
Measure Classe que representa uma medida de avaliagio.
Procedure Classc que representa um procedimento (o ambiente.
Project Classe que representa um projeto existente no Ambienic RulEE. Essa classe é

i utilizada para retornar informacoes refercntes a um determinado projeto, como

! sua descricao e seus conjuntos de regras.

Repostiory Classe utilizada para retornar elementos reterentes ao Repositorio de Regras ¢

. Medidas como um todo, como as medidas cadastradas no ambicnte.

Rule Classe que representa uma regra cadastrada no ambiente.
Ruleset , Classe que encapsula um conjunto de regras de classificacio, regressdo ou
'_ associacao.
Selection , Classe que representa uma consulta feita pelo usudrio no Repositorio de Regras
¢ Medidas.
Session | Classe que representa uma sessio no ambiente,

Tabela 5.3: Descricao das Classes do Médulo de Gerenciamento

Na Figura 5.4 pode-se encontrar um outro diagrama que contém os relacionamentos de
heranca, os atributos e os métodos de cada classe do Modulo de Gerenciamento. Como
pode ser obscrvado na figura, todas as classes sdo subclasses de Session. Esta decisao
foi tomada para permitir que todas as classes do ambiente possuissem métodos para a
conexao com a base de dados. Também na Figura 5.4, podem ser observados os métodos
¢ atributos publicos e privados de cada classe. Os métodos ou atributos privados estao
identificados com o icone de uma chave anterior ao nome do atributo ou método. Apesar

de nao existir definicao de métodos ou atributos privados em PERL, no projeto do Ambiente
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Figura 5.3: Relacionamentos entre as Classes do Moédulo de Gerenciamento

RulEE alguns métodos ¢ atributos foram assim definidos, pois nao ¢ recomendada sua
utilizacao pelos usuadrios.
Como pode ser observado na Figura 5.4. todos os atributos das classes sao privados. O

acesso aos valores desses atributos deve ser realizado pelos métodos que retornam seus

valores.

52.4 Obtencao e Cdiculo de Valores de Medidas

Todas as medidas disponiveis no Ambiente RulEE devem estar cadastradas na tabela
MEASURE. Entretanto, para cada tipo de conjunto de regras. deve cstar cspecificado na
tabela MEASURE_HOW_CALCULATED como o valor da medida € obtido. Por exemplo. a
medida Ace, que corresponde a precisao de uma regra, deve cstar cadastrada na {abela
MEASURE. Mas, para que cla csteja disponivel para regras de classificacio, deve existir um
registro na tabela MEASURE_HOW_CALCULATED indicando a maneira pela qual o valor
de Acc é aobtido para problemas de classificacdo. Ao sc tentar utilizar essa medida em
uma consulta em um tipo de conjunto de regras (classificacdo. regressao ou associacaon)
nao existente na tabela MEASURE_HOW_CALCULATED, € apresentado um erro ao usuario

indicando que ela nao € valida para este tipo de regra.
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Figura 5.4: lleranc¢a, Atributos e Métodos das Classes do Médulo de Gerenciamento

Conforme descrito nas secoes anteriores, a obtencao dos valores das medidas dispo
niveis no ambiente pode ser feita de trés maneiras: leitura das medidas do arquivo que
contém o conjunto de regras. execucao de procedimentos e calculo de medidas derivadas a
partir do valor de outras medidas cadastradas no ambiente. Essas wrés possibilidades para

obtencao dos valores das medidas para as regras cstao descritas a seguir.

Obtencao pelo Arquivo de Regras Para a insercao de conjuntos de regras, devem ser for-
necidos ao ambiente arquivos que contenham o conjunto de regras na sintaxe padrao

com os valores da tabela de contingéncia para cada regra. Assim, os valores da labela
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de contingéncia sao obtidos a partir destes arquivos, sendo as medidas derivadas da
tabela de contingéncia calculadas pelo proprio ambiente pela utilizacao de medidas

derivadas.

Desta marneira, os registros correspondentes aos valores da tabela de contingéncia da
tabela MEASURE_HOW_CALCULATED devem apresentar a coluna HOW_CALCULATED
com valor RULESET_DESCRIPPTION, indicando que o ambiente deve buscar no arquivo
de regras o valor dessas medidas. Além disso. a coluna RESULT _MASC deve apre-
sentar uma mascara para permitlir ao ambiente buscar no arquivo o valor da medida
para cada regra do conjunto. Para estas medidas, as colunas PARAMETERS_MASC,
PROCEDURE _NAME e EXPRESSION devem ficar com valores nulos,

Para que o conteiido da coluna RESULT _MASC possa scr utilizado para identificar
o valor de uma medida para cada regra do ambiente. cle deve corresponder a um
padrao valido da linguagem PERL que, para cada regra do conjunto de regras, deve
casar uma unica vez com o arquivo de regras como um todo. Desta maneira, variaveis

de substitui¢ao devemn ser ulilizadas nas mascaras para a identiflicacao de cada regra.

Para exemplificar a obtencio de valores a partir dos arquivos de descricao dos conjun-
tos de regras, no padrao $rule_antecedent, $rule consequent,\[[ \tl*({-?[0-
9] *\.2[0-9]1*} [ \tl*, as variaveis de substituicAdo Sruie antecedent e
$rule_consequent $ao ulilizadas para identificar uma regra dentro de um arquivo
de regras. Uma outra variavel de substituicao que pode ser utilizada nas mascaras
¢ Srule number. representado o numero da regra no arquivo de regras. O padrao
apresenlado corresponde ao contetido da coluna RESULT_MASC para o valor da tabe-
la de contingéncia [, para conjuntos de regras de associacao. Neste exemplo, para
cada regra de um conjunto de regras, Srule_antecedent ¢ $rule consequent sio
substituidos pelos respectivos antecedente ¢ conscquente da regra. Assim. esse pa-
drio “casa” com o arquivo de regras uma \inica vez, e apods isso, o valor de f;;, para
uma determinada regra € obtido pela variavel $1, isto ¢, o valor da medida fica instan-
ciado com o primeiro sub-padrao entre paréntescs do conteudo de RESULT _MASC. No

exemplo, o valor da medida ¢ obtido pelo sub-padrao (-2 [0-91*\.?2[0-9 %),

Obtencio pela Execucgido de Procedimento E importante que o Ambiente RulEE permita.
de maneira simples, a utilizacdo de procedimentos para calculo de medidas. Essa (un-

cionalidade esta completamente modelada na base de dados, mas esta parcialmente
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implementada no ambiente, pois alguns mdtodos necessarios nao estao implementa-

dos.

Como previsto na tabela MEASURE_HOW_CALCULATED, medidas que deveriam ter
seu valor obtido a partir da execucao de um procedimento devem aprescntar a co-
luna HOW_CALCULATED com o valor PROCEDURE e valores validos para as colunas
PARAMETERS MASC., RESULT MASC e PROCEDURE_NAME. A coluna EXPRESSION

deve ficar com valor nulo.

Para uma medida calculada por procedimento, a coluna PROCEDURE_NAME deve
apresentar o nome de um procedimento cadastrado na tabela PROC. A coluna PARA-
METERS_MASC deve apresentar uma mascara para obtencao dos parametros a serem
utilizados na execucao do procedimento. Por exemplo, a coluna PARAMETERS MASC
pode conter o valor $ruleset file name $rule number $output file name, em
que Sruleset file name € substituido pelo nome do arquivo que contém o conjunto
de regras na sintaxe padrao, $rule number € substituido pelo numero da regra que
se deseja processar e Soutput file name € substituido pelo nome do arquivo no qual
o ambiente deve buscar o resultado. A coluna RESULT _MASC deve conter a masca-
ra para obtencao do resultado para cada regra dentro do arquivo de saida criado pelo
procedimento. Esta mdascara deve ser semelhante as mascaras de obtencgao de valores

de medidas nos arquivos contendo os conjuntos de regras.

Obtenciao pelo Calculo de Medidas Derivadas Tcndo obtido o valor de alguma medida a
partir do arquivo de descricdo de regras ou pela execucdo de um procedimento, é
possivel a definicao de medidas derivadas. que tém seu valor calculado a partir do
valor dessas outras medidas. Com este tipo de medida, € possivel o calculo das varias
medidas derivadas a partir dos valores da tabela de contingéncia.

Medidas derivadas sao identificadas na tabela MEASURE HOW_CALCULATED por
conter o valor DERIVED na coluna HOW_CALCULATED. Um registro de medida de-
rivada deve apresentar a expressao de como o valor da medida € obtido na coluna EX-
PRESSION, e as colunas PARAMETERS _MASC, RESULT MASC e PROCEDURE_NAME
devem ter valor nulo, pois ndo sao necessarias para o calculo do valor desse tipo de
medida.

O valor da coluna EXPRESSION deve ser uma expressao aritmeética valida em que sao
utilizados os nomes de outras medidas, como variaveis PERL, e operadores matemati-

cos para o calculo do valor da medida referente ao registro. Por exemplo, a expressao
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$fuh /% fb é utilizada para calcular o valor da medida Acc de uma regra de classifica-
¢ao. Nessa expressao, [bh e [b devem corresponder a nomes dc medidas validas para
o mesmo tipo de conjunto de regras que a medida Ace. Para calcular o valor de Ace
para uma dcterminada regra, o ambiente identifica as medidas que sao utilizadas na
expressao, calcula seus valores para a regra em questdo para entao calcular o valor

de Acc.
Na proxima secao, € apresentada a interface do Ambicnte RulEE.

5.2.5 Descricdo da interface

Conforme os requisitos de um Ambiente para Exploracao de Regras apresentados no Ca-
pitulo 4, é importante que esteja disponivel uma interface WWW para permitir um acesso
facilitado de seus usuarios as regras disponibilizadas. O desenvolvimerito da interface do
Ambiente RulEE foi realizado com objetivo de facilitar a demonstracao das funcionalidades
¢ potencialidades do ambiente na andlise e disponbilizacao das regras e medidas. Dessa
maneira, foi desenvolvida uma interface bastante simples voltada a apresentacao das in-
formacées, nao havendo grande preocupac¢ao com a usabilidade da mesma. E importante
destacar que o foco principal do trabalho foi a proposta e a implementacdao de uma arqui-
tetura para exploracao de regras, de maneira que trabalhos futuros possam se desenvolver
utilizando esta arquitetura. Por ser de grande importancia para um Ambiente para Explo-
racao de Regras, a interface do Ambiente RulEE deve ser abordada em trabalhos futuros,
conforme apresentado no Capitulo 7.

PPara a construcao da interface do Ambiente RulEE, foi utilizado o servidor Apache ¢
os pacotes EmbPerl e mod_perl para a construcao dinamicas das paginas acessadas pelo
usuario. Na construcao destas paginas, foram utilizadas as classes existentes no Modulo
de Gercnciamento, descritas na Sessdo 5.2.3.

Para utilizacao da interface ¢ necessario que o browser da estacao cliente esteja com a
opc¢ao Java Script habilitada. Caso contrario. muitas funcionalidades da interface nao csta-
rao disponiveis. Além disso. a interface do ambiente foi desenvolvida para que suas funcées
funcionem corretamente nos browsers Mozilla versao 0.9.9 no sistema operacional LINUX
e no Internet Explorer versao 5.0 no sistema operacional Windows. O Ambiente RulEE pode
ser utilizado pela interface no endere¢o htto://143.107.232.90/rulee/index.html.

Nesta segao sao apresentadas as principais fung¢des disponiveis aos usuarios pela inter-
face WWW através da descricao das telas do ambiente. As funcdes disponiveis aos usuarios

pela interface do Ambiente RulEE sao:
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¢ Login no ambiente;
¢ Visualizacao de informacgdes sobre o projeto;
¢ Insecrcao, visualizacao e remoc¢ao de conjuntos de regras;

¢ Criacao, visualizacao, edi¢ao e remocao de consultas sobre conjuntos de regras e

valores de medidas:

e Insercao, visualizacdo e remocao de comentarios sobre regras, conjuntos de regras ou

consultas;

¢ Insercao, visualizacdo ¢ alteracao de indices de Interessabilidade, Compreensibilida-

de, Ulilidade e Novidade fornecidas por usuarios sobre regras;

¢ Visualizacao das medidas disponiveis no ambiente.

A seguir, serao apresentadas as principais telas do ambiente, sendo descritas suas prin-

cipais funcionalidades.
Login no Ambiente

Ao entrar na interface do ambiente, a tela de login. correspondente a Figura 5.5, €
apresentada ao usuario. Para acessar o ambiente, € necessario que os usuarios fornecam

seu codigo de acesso e senha.
Menu Principal

Apos fornecer o codigo de acesso e senha na tela de login. o ambiente apresenta a tela
com o menu principal e as informacoes de um projeto que o usuario possui acesso, con-
forme pode ser observada na Figura 5.6. As principais funcoes disponiveis neste menu

Sao:

Troca de Projeto Ao clicar no campo em que esta presente o nome do projeto, contendo
DadosFinanceiros na Figura 5.6. € apresentada ao usuario a lista dos projetos aos
quais ele possui acesso. Ao escolher um projeto da lista, ¢ aberta a tela para acesso
das informacoes do projeto e todas as informagoées seguintes serao relativas ao projeto

escolhido.

Link Todas as Consultas Link utilizado para acessar a tela contendo todas as consultas do

projeto atual.
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Para cada um dos tipos de conjuntos de regras tratados pelo Ambiente RulEE (classifi-

cacao, regressao ¢ associacao}, estao presentes no menu os seguintes links:

Link Conjuntos de Regras Link de accsso a tela com a listagem dos conjuntos de regras

disponiveis no projeto atual do usuario.

Link Consultas Link de acesso a tela com a listagem das consultas sobre regras e valores

de medidas disponiveis no projeto atual do usuario.
Link Medidas Link de acesso a tela com a listagem das medidas disponiveis no ambiente.

Link Novo Conjunto de Regras Por estc lirtke 0 usuario lem acesso a tela de insercao de um

novo conjunto de regras.
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Figura 5.5: Login no Ambiente Figura 5.6: Menu Principal do Ambiente

Insercao de um Conjunto de Regras

Na Figura 5.7 ¢ apresentada a tela utilizada para inscrcao de um conjunto de regras
de classificacdo. A insercao dc conjuntos de regras de regressao e associacao é realiza-
da por lelas equivalentes. Para inserir o conjunto de regras de classificacao no ambiente,
0 usuario deve selecionar, pelos botdcs Procurar, o arquivo que apresenta o conjunto de
regras (arquivo .rules). os arquivos contendo a descricao dos dados (arquivo .names), ar-
quivos com os dados de treinamento (arquivo .data). os dados dc testes (arquivo .test) e o
arquivo com algum comentario sobre o conjunto de regras. Apds selecionar os arquivos. ao

pressionar o botao Enviar. o conjunto de regras € inserido na base de dados do ambiente e
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apresentado ao usuario. Caso ocorra algum erro em scu processamento, uma mensagem
com a descricao do erro € apresentada ao usuario.

E importante destacar que ¢ obrigatéria a insercao do arquivo contendo o conjunto de
regras. A insercao dos arquivos com os dados de treinamento, de teste, o arquivo .names
e 0 arquivo com comentirios sobre o conjunto de regras ¢ opcional. E obrigatorio também
que o arquivo contendo o conjunto de regras esteja na sintaxe padrao. seguindo as sintaxes
apresentadas nas Sceoes 4.2.2, 4.2.3 e 4.2.4. E importante também que os arquivos de

dados estejam na sintaxe padrao de dados, também apresentada na Secao 4.2.1.
Listagem de Conjuntos de Regras

Na Figura 5.8 é apresentada a tela com a listagem dos conjuntos de regras de associagao
disponiveis no projeto atual do usuario. As telas de listagem dos conjuntos de regras de
regressao ¢ classificagao sao equivalentes a essa.

Visando facilitar a identificacio de wm conjunto de regras, para cada elemento da lista,
estao presentes as scguintes informacoes: o identificador do conjunto de regras, a data de
extracao, o algoritmo utilizado. o usuario quc cadastrou o conjunto de regras no ambiente
e um comentdrio. No campo Comentdrio, ¢ mostrada uma pequena parte do comentario
inserido pelo usuario juntamente com o conjunto de regras.

O acesso a um determinado conjunto de regras pode ser fcito pclo link existente no

identiticador do conjunto escolhido.

[ i pro e opornicr S ST ETERIIY v o oioee e Depmsinm s et s
Si3sa She FybY Exan Temapwis ey s o “ P i i
mdm,;[u!.m.r-v - o i et oy apnt e e R FD AT e et B v lis P baeteq T budesnzes B cama s 330 C1AE fhcesees tmloae 12t e e meas 12 Dlas Y 000 T P

‘ |

i Amibiente para Exploragiio de Regras - Kall'E
i
: |
Conjuntes de Regray de Aasociacao I
i
2 | tiradar Data Algori 1" <narin ¢ .
H 41, H
: JERTEE
Trzgurer °
-t =
Pouror | e
P ] i
o .
. e AR e
. | | Enr I, fal0 o 2 ada
e '
: s e b i
i
|
|
| '
i e
B anids B vt £ i b WD inemer

Figura 5.7: Inserc¢ao de Conjuntos de Regras  Figura 5.8: Listagem de Conjuntos de Re-
gras
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Visualizagdo de um Conjunto de Regras

Na Figura 5.9 ¢ apresentada a tela de visualizagao de conjuntos de regras. Nesta tela
podem ser observadas as seguintes informacoes:

e Codigo identificador do conjunto de regras;

e Tipo do conjunto de regras (classificacao, regressao ou associagao):

¢ Tipo dc¢ ordenacdo entre as regras (nao ordenadas, ordenadas entre classes e ordena-

das):
¢ O algoritmo utilizado para cxiracao das regras;
e Data de extracio das regras:

e Algum comentario inserido pelo usuario juntamente com o arquivo que contém o

conjunto de regras;

e As regras perlencentes ao conjunto de regras. Para cada regra € apresentado um in-
dicativo dos valores das medidas de Interessabilidade, Compreensibilidade, Utilidade
¢ Novidade inseridas pelos usuarios. Estes indicativos obedecem a seguinte regra.
sendo n. a média dos valores inseridos para cada uma das quatro medidas por todos
0s usuarios:

m > 0.5: Sela para cima.

m < 0.5 Seta para baixo;

-0.5 << m < 0.5: Sela horizontal;
e Comentarios inseridos por outros usuarios do ambiente sobre o conjunto de regras;

Além das informacées listadas anteriormente, a tela de¢ aprescentacao de conjuntos de

regras disponibiliza links para acesso a outras informacées, listadas a seguir:

Link Arquivo com o Conjunto de Regras Por este link, o usuario pode visualizar ou salvar
o conjunto de regras original, utilizado para insercao das regras no ambiente. Ao
clicar neste link. ¢ mostrada ao usuario uma tela semelhante ao exemplo apresentado

na Figura 5.10.

Link Arquivo Names e Arquivos de Dados de Treinamento e Teste Caso os arquivos conten-

do a descricao dos dados {.names), os dados de treinamento (.data) e teste (.lest) te-
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Figura 5.9: Visualizacao de um Conjunto de Figura 5.10: Download ou Visualizacao do
Regras Arquivo de Regras Original

nham sido inseridos no ambiente juntamente com o arquivo de regras. estes (icam

disponiveis para visualizacao ¢ download.

Link Consultas Por este link, o usuario tem acesso a tela com a listagem das consultas
realizadas sobre o conjunto de regras criadas por ele e aquelas criadas por outros

usuarios e que estao com status igual a Publicada.

Link Nova Consulta Link para acesso a tela para edi¢do de uma nova consulta sobre o

conjunto de regras acessado.

Link Remover Conjunto de Regras Link utilizado para remover o conjurnto de regras apre-
sentado. Apos clicar neste link, ¢ apresentada ao usuario uma tela requisitando uma

confirmacao da remocao.

Link Adicionar Comentario Ao visualizar o conjunto de regras, ficam disponiveis ao usua-
rio todos os comentarios inseridos para esse conjunto de regras. Pelo link Adicionar
Comentdrio, é apresentada ao usuario uma tela na qual ele pode adicionar algum
comentario sobre o conjunto de regras. Na Figura 5.11 é apresentada a tela pela qual

0 usuario insere um novo comentario sobre um conjunto de regras.

Link identificador da Regra Para cada regra do conjunto de regras apresentado. € disponi-

vel um link no identificador da regra para acesso as informacoes referentes a mesma.
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Visualizacdo de Informagdes sobre uma Regra

Na Figura 5.12 pode ser observada a tela de apresentacao de uma regra. Esta tela apre-
senta o identificador da regra. o identificador do conjunto de regras ao qual ela pertence. o
numero dela dentro do arquivo de dados e a prépria regra. Além disso, € apresentado ao
usuario uma tabela contendo indicativos fornecidos pelos usuarios quanto a Interessabi-
lidade, Compreensibilidade, Utilidade e Novidade para a regra apresentada. Nesta tabela,
sao apresentados o numero de usuarios que forneceram valores para cada indice da regra.
o valor médio de cada indice e o valor inserido pelo usuario atual. Caso ele nao tenha

inscrido nenhum valor, entao a ultima linha da tabela fica em branco.
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Figura 5.11: Insercao de um Novo Comenta- Figura 5.12: Visualizacao de Informacoes
rio sobre uma Regra

Listagem de Consulfas

Na Figura 5.13 ¢ apresentada a tela com a listagem de todas as consultas criadas no
projeto acessado pelo usuario. Deve-se destacar que esta tela apresenta todas as consultas
do projeto, independente do tipo do conjunto de regras a que ela sc refere e se ela apresenta
ou nao algum tipo de erro. Assim, sdo aprcsentadas também as consultas com status
Invalida. Na apresentacao das consultas especificas de cada tipo de conjunto de regras,
sao apresentadas aquelas em que o Modulo de Gerenciamento do ambicnte pode identificar
o conjunto de regras ao qual a consulta pertence. Em alguns casos. consultas com status

Invadlida sao apresentadas somente na lista total de consultas.
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Na listagem das consultas sao apresentados o identificador da consulta. contendo um
link para o acesso a informagoes referentes a consulla, o Lexto correspondente a consulta.
o indicatlivo se a consulta esta publicada, se esta valida ¢ o cédigo do usuario que a insceriu.

No final da lista ¢ apresentado um link para « criacao de uma nova consulta.
Visualizacdo de Consuffa

A tela de visualizacao de consultas esta exempliticada na Figura 5.14. Como pode ser
obscrvado, esta fela apresenta o codigo identificador da consulta. a consulta inserida pelo
usuario, indicativos se a consulta csta valida e publicada, ¢ os dados referentes a consulta
em formato dc tabela. Na tela de visualizacao de consullas estao disponiveis alguns links

contendo funcionalidades adicionais, listadas a seguir:

Acesso aos arquivos de dados e descricdo dos dados da consulta Pelos links Arquivo de
Dados e Arquive de DescricGo dos Dados ¢ possivel a visualizacdo e doienload dos
dados referentes a consulla no formaio padrao. Na Figura 5.15 é apresentado um

exemplo contendo os dados da consulta e o arquivo de descricao.
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Figura 5.13: Listagem de Consultas Figura 5.14: Visualizacao de Consulta

Link Atualizar Dados Ao clicar nesse link. os valores das medidas para as regras do con-
junto de regras utilizado na consulta sdo removidos da base de dados e loda a busca
por esses valores das medidas ¢ realizada novamente. Apods isso, a consulla ¢ apre-

senlada novamente ao usuario contendo os dados atualizados. Como consequiéncia
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Figura 5.15: Arquivos de Descricédo e de Dados Referentes a Consulta

da utilizacdo dessa funcionalidade, todas as consultas referentes ao mesmo conjunto

de regras utilizado pela consulta cujos dados foram atualizados se lornam invalidas.

Link Andlisar Consulta Quando uma consulta esta com status Invalida, o link Analisar
Consulta fica disponivel ao usudrio. Ao clicar neste link, a consulta é processada
novamente para verificar sua validade. Caso nenhum erro ocorra, a consulta € apre-
sentada ao usuario com status Valida. Conforme citado anteriormente, quando o
usuadrio utiliza a funcao Atualizar Dados, muitas consultas podem se tornar invalidas,

sendo necessario analisa-las novamente.
Link Editar Consulta Link de acesso a tela para alteracao da consulta atual.

Link Criar uma Copia Este link permite ao usuario criar uma cépia da consulta atual,

permitindo realizar alguma alteragao na mesma sem afctar a consuita original.
Edicao de Consulta
A interface do Ambiente RuEE apresenta dois modos para criacao e edicao de consulias,

detalhados a seguir:

Modo Simples A edicao de consultas no modo simples foi desenvolvida visando facilitar
a criacao de consultas por usuarios nao experientes no ambiente. Por este modo de
cdicdo, nao € possivel a utilizacdo de todas as funcionalidades disponiveis, descritas

na Secao 5.2.6. mas a edicao das consultas é consideravelmente facilitada. Conforme
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pode ser obscrvado na Figura 5.16. a tela para edicao de consultas no modo simples

apresenta alguns campos para a entrada das informagdes da consulta:

Colunas Nesle campo devem ser inseridas as colunas a serem visualizadas nos dados
finais referentes & consulta. Dentre as colunas que podem ser utilizadas nes-
te campo, encontram-se RULE, referenciando a regra completa, RULE NUMBER,
referenciando o ntimero da regra dentro do conjunto de regras, ¢ os nomes das
medidas disponiveis para o tipo do conjunto de regras, por exemplo, Acc rele-
renciando a precisao da regra. Uma lista contendo as colunas disponiveis para

utilizacao se encontra ao lado do campo Colunas.
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Figura 5.16: Edicao de Consultas - Modo Simples

Conjunto de Regras Neste campo deve ser selecionado o conjunto de regras do qual
a selecao fara a leitura das regras a serem apresentadas. Visando facilitar a
identificacao do conjurito de regras, cada elemento deste campo apresenta as se-
guintes informacoes: tipo do conjunto de regras. identificador, data de extracao,

algorilmo e usuario.

Restricoes Neste campo devem ser inseridas as restricées a serem aplicadas as regras
visando verificar quais delas devem ser selecionadas pela consulta. Neste cam-
po podem ser utilizadas restricoes sobre quaisquer medidas disponiveis para o
conjunto de regras utilizado. Abaixo do campo Restricoes existe alguns campos

para auxiliar o usuario na claboracao das restri¢coes. Por esles campos, o usuario
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pode selecionar a coluna sobre a qual deseja aplicar a restricao. o operador a ser

utilizado e o valor de teste.

Ordenacdo Neste campo, deve ser especificada a lista de colunas para ordenacao
das regras, podendo ser utilizadas quaisquer colunas disponiveis para o tipo do
conjuntos de regras ulilizado.

Consulta Publicada Caso seja do inleresse do usudrio que a selecao a ser criada esteja
disponivel para acesso por outros usudrios, ele deve selecionar o campo Consulta

Publicada.

Durante a edicao da consulta, caso o usuario queira ultilizar o modo avancado, cle

pode clicar no botao Modo Avancado.

Modo Avancado Pcla edicao no modo avancado. o usudrio deve especificar completamente

a consulta a ser enviada ao ambiente, sem nenhum auxilio. A consulta dever ser cs-
pecificada conforme a descricao da sintaxe das consultas fornccida na Secao 5.2.6. A
Figura 5.17 apresenta um exemplo da tela para edicao avancada de consultas. Como
pode ser observado, existe um campo no qual o usudrio deve fornecer a consulta, o
campo do tipo check que indica se ela deve ficar disponivel aos usuarios ¢ o botio

para salvda-la no ambiente.
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Figura 5.17: Edicao de Consultas - Modo Avancado

Apos editar a consulla, ao clicar no botao Salvar, o ambiente faz a andlise da consulta

inserida ¢, caso nenhum erro ocorra, ¢ aprescntada a tela para visualizacdao da consulta
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previamente editada. Caso algum erro ocorra. uma mensagem € mostrada ao usuario € a
interface continua na tela de edicao de consultas.
Mais detalhes sobre a utiliza¢ao das consultas podem ser obtidos na Sec¢ao 5.2.6.

Listagem de Medidas

Para cada tipo de conjunto de regras tratado pelo ambiente existe disponivel um con-
junto de medidas cujos valores podem ser requisitados para as regras. Na Figura 5.18 ¢
apresentada a tela com a listagem das medidas disponiveis para classificagao. A listagem
das medidas de regressao ¢ associacao € semelhante.

Na lista de medidas, sdao apresentadas as seguintes informacaées:

¢ Nome da medida,;
¢ Tipo, contendo os possiveis valores:
OBJECTIVE para medidas objetivas,
SUBJECTIVE para medidas subjetivas e
INFORMATION para medidas que rcepresentam informacgoes sobre a regra. como o
numero de exemplos que ela cobre;

e Tipo de retorno (inteiro ou real);

e Escopo da medida., isto €, se ela é valida para regras ou para conjuntos de regras.

Para cada medida, existc um link para acesso a informagoes adicionais.
Informagdes sobre Medidas

Ao buscar por informagdées sobre uma determinada medida, o ambiente apresenta a tela
exemplificada na Figura 5.19. As seguintes informacoes sdo apresentadas nesta tela: nome
da medida, tipo da medida, tipo do conjunto de regras a que ela se refere, tipo de retorno,
escopo. como ela é obtida no ambiente e uma descricao.

Na proxima secao é apresentada a sintaxe para a criagdo das consullas no Repositorio

de Regras e Medidas.

5.2.6 Utilizacco de Consultas

Com o objetivo de possibilitar um acesso facilitado ao conjunto de regras e valores de
medidas, no Ambicnte RulEE foramn criadas as consultas sobre regras e medidas. A clabo-

racao das consultas visa também o auxilio a analise dos conjuntos de regras, permitindo a
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Figura 5.18: Listagem de¢ Medidas Figura 5.19: Informacdcs sobrc Medidas

recuperacao das regras juntamente com os valores de medidas para o lipo de regra trata-
do, apresentando a possibilidade de sc aplicar restrigées ou filtros nas regras com relagio
aos valores das medidas e sobre os atributos presentes nas condi¢ées do antecedente, do
conseqiiente e na regra como um todo. As consultas possibilitam também a ordenacao do
conjunto de regras e o agrupamento do resultado, como uma clausula SQL GROUP BY.
A interface do Ambicente RulEE € ilerativa para edicao e visualizagao dos resultados das
consultas.

Apos criada uma consulta, cla recebe um identificador Ganico e é armazenada no am-
biente. Desta maneira. a consulta pode ser visualizada futuramente pelo usuario que a
criou ou pelos outros usuarios do projeto, caso ela esteja publicada. E possivel também a
alteracao ¢ remocao da consulta pelo usuario que a criou. e sua copia por qualquer usuario
que possa visualiza-la. Os resultados podem ser visualizados pela interface do ambiente
¢ pode ser feito o download de um arquivo contendo o conjunto de dados resultante da
consulta visando facilitar a utilizacao desses dados em outra ferramenta para sua analisc.

A implecmentacao das consultas na basc de dados esta baseada na classe Selection que
implementa o processamento da string correspondente a consulta e faz a selecao das regras
e dos valores das medidas na base de dados do ambiente. Ncste processamento, € gerada
uma nova consulta adequada a ser execulada no Repositorio de Regras e Medidas, de forma

que retorne os resultados esperados pelo usudrio. Conforme a arquitetura do ambiente, a
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classc de selecdo de regras ¢ utilizada pela interface do ambiente para edicao das consultas,
podendo ser ulilizada também em scripts PERL escritos pelos usuarios.
As consultas a serem realizadas na base de dados foram projetas de forma semelhante

as consullas SQL, sendo expressdes na [orma:

SELECT colunal, coZtuna *
FROM identificador do conjunto de regras
|WHERE expressdo_de restrigdo]
i{GROUP BY colunal, coluna;*
[HAVING expressdo_de agrupamento] ]

[ORDER BY colunal, colunaj*’;

Na clausula SELECT devem ser especilicadas as colunas a serem apresentadas no resul-
tado da consulta, como em uma consulta SQL. Dentre as colunas que podem ser utilizadas,
cnecontram-se o antecedente, o consequente, a regra completa ¢ as medidas disponiveis
para o conjunto de regras. Na clausula FROM deve ser especificado o identiticador do
conjunto de regras do qual as regras serao sclecionadas.

Na clausula WHERE devem scr especificadas as restricoes para a sclecdo das regras a
screm aprescentadas no resultado final. Assim, esta clausula deve apresentar uma cxpres-
sdo booleana, como em uma clausula WHERE SQL., utilizando na aplicagao das restrigoes
o antecedente, o consequernte, a regra complela ¢ as medidas disponiveis para o conjunto
de regras sclecionado.

Como ¢m uma consulta SQL., o resultado de uma consulta no ambiente pode ser agru-
pado por alguma coluna. Isto permite ao usuario retornar sumarizagdes de valores de
medidas, como o valor médio, minimo ou maximo de uma determinada medida pcla utili-
zacao de comandos SUM, AVG. MAX., MIN ¢ COUNT. Devem ser selecionadas na clausula
GROUP BY as colunas pelas quais o resultado de uma consulta deve ser agrupado. Ao se
utilizar uma clausula GROUP B3Y, € possivel aplicar restri¢ocs sobre o resultado do agrupa-
mento. Por exemplo. ao se ulilizar HAVING count(*) > 2, ¢ retornado ao usuario somente 0s
valores agrupados nos quais o numero de registros em cada linha agrupada € maior que
dois.

Na clausula ORDER I3Y deve ser especilicada a lista de colunas pela qual o resultado
deve ser ordenado. O resultado da consullta pode ser ordenado pelo valor de qualquer

medida de avaliagao.
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Na implementacao atual do ambicnte. o processamento das consultas nao € realizado de
maneira completa. isto €. nao € feita uma analise léxica e sintatica das consultas escritas
pelos usuarios. As consultas sdo processadas visando a geracao de uma nova consulta a
ser executada na hase de dados do ambiente equivalente a fornecida pelo usuario.

Alguns cxemplos de consultas realizadas no Ambiente RulEE podem ser encontradas no

estudo de caso apresentado no Capitulo 6.

5.3 Medidas Disponiveis

Na implementacao atual do Ambiente RulEE, algumas medidas estao disponiveis para
utilizacao nas consultas. Para os conjuntos de regras de classificacao, regressao ¢ associa-
¢ao estao disponiveis para utilizacao os valores da tabela de contingéncia, que sdo obtidos
nos arquivos de descri¢cdo dos conjuntos de regras, nao sendo, portanto, calculados no
ambiente. Os valores da tabela de contingéncia podem ser acessados utilizando os identi-
ficadores [bh, [abh, fbnl, frnbnh, v, [b. fob, fI, foh referenciando os valores da matriz f,.
Fie o S5 v foe S50 Ju. f5. respectivamente.

E importante destacar que os valores da tabela de contingéncia de cada regra de um
conjunto de regras de regressao sao obtidos segundo métodos definidos por Pugliesi, Do-
sualdo, & Rezende (2003), conforme foi destacado na Secio 4.2.3.

Todas as outras medidas disponibilizadas no ambiente sao calculadas a partir dos valo-
res da tabela de contingéncia. Dentre as medidas disponibilizadas estao as definidas pelas
“quacdes 3.5 a 3.22. apresentadas no Capitulo 3. Estas medidas podem ser acessadas no
ambiente atraveés do uso dos identificadores equivalentes aos nomes das medidas definidas
em suas respectivas equacoes.

Atualmente. todas as medidas disponiveis no Ambiente RulEE sao medidas objetivas.
Trabalhos futuros referentes ao ambiente poderao estar relacionados com a disponibiliza-

cao de medidas subjetivas.

5.4 Consideracdes Finais

Este capitulo abordou a implementacao do Ambiente RulEE, que se apresenta como uma
instanciacao de um Ambiente para Exploracdo de Regras proposto no Capitulo 4. Como
pode-se observar, o Ambiente RulEE apresenta algumas caracteristicas importantes para
facilitar a analisc de regras de associacao, regressio e classificacao, como a disponibilidade
de diversas medidas de avaliacao e a possibilidade de se aplicar restrigées as medidas para

selecao e ordenacao das regras.
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Neste capitulo, primeiramente, foi apreseniada a arquitetura geral do Ambiente RuIEE.
detalhando seus principais modulos e repositorios. Foram entao apresentados alguns ele-
mentos do ambiente, como sua base de dados, a biblioteca de classes e sua interlace.
Tambeém foram abordados alguns i6picos sobre como sao obtidos os valores das medidas,
a sintaxe das consultas no Repositorio de Regras e Medidas e sobre quais medidas es-
tao disponiveis para utilizacao pelos usuarios. Mais detalhes sobre a implementa¢ao do
Ambiente RulEE pode ser encontrada em (Paula & Rezende 2003).

No proximo capitulo ¢ apresentado um estudo de caso utilizando dados {inanceiros em
que sao utilizadas as consultas do ambiente para mostrar algumas caracteristicas impor-
tantes para a andlise de regras. No proxinio capitulo, a utilizacio de consultas pode ser

melhor compreendida pelos exemplos utilizados.
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Capitulo 6

Estudo de Caso

6.1 Consideragoes Iniciais

O projeto do Ambiente RulEE visa [acilitar a exploragao dos resultados obtidos no proces-
so de Mineracao de Dados. Com objetivo de apresentar algumas das funcionalidades deste
ambiente, foi desenvolvido um estudo de caso no qual foi utilizado um conjunto de dados
financeiros disponibilizado para o Discovery Challenge, realizado como parte do PKDD'99
(European Conference on Principles and Practice of Knowledge Discovery in Databases)!.

Deve-se ressaltar que o objetivo principal deste estudo nao € atingir todas as metas pro-
postos pelo Discovery Challenge, mas a utilizacao de dados desse dominio para mostrar
algumas funcionalidades do Ambiente RulEE na analise e disponibilizacdo das regras des-
cobertas. exemplilicar a utilizacao das sintaxes padrao para dados e regras de classificacao
e a utilizacao dos scripts do Ambiente Discover para conversao das regras.

Para exemplificar a utilizacdo do Ambiente RuEE, é apresentado, na Secao 6.2, todo o
processo de Extracao de Conhecimento e, na Secao 6.3, a disponibilizacao dos resultados

utilizando o RUlEE.

6.2 A Extracao de Regras em Dados Financeiros

Como mostrado na Figura 2.1, o processo de Mineracao de Dados ¢ composto pelas
elapas de Conhcecimento do Dominio e Identificacao do Problema. Pré-Processamento, Kx-
tracao de Padroes e Pos-Processamento. Para uma melhor compreensao do dominio, do
conjunio de dados e das regras cncontradas. nesta secdo € descrita a execuc¢ao destas

clapas com os dados do dominio especificado.

1ht.t]‘.)://-l‘i-s;ﬁ.‘\"‘s‘L;v.‘C.Y;/,/pkdd&)g/Cl’lallenge/ (ultimo acesso: 17/02/2003)
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6.2.1 Conhecimento do Dominio e Identificacdo do Problema

Os dados disponibilizados para o Discovery Challenge foram fornecidos por alguma enti-
dade financeira ¢ o objeto principal da analise desses dados ¢ encontrar novos conhecimen-
tos visando melhorar a qualidade dos servicos oferecidos pela entidade aos seus clientes.
Os gerentes desta entidade querem determinar quais as caracteristicas dos clientes bons, a
quem descjam oferecer servigcos adicionais, e as caracteristicas dos clientes ruins, 0s quais
devem ser observados com cautela para evitar futuras perdas.

A base de dados fornecida € constituida de um conjunto de tabelas contendo infor-
macoées sobre contas. Dentrc essas informacoes encontram-se dados sobre empréstimos,
pagamentos, transagoes, cartoes de crédito. cliente ¢ informacoes sobre a regiao onde o
cliente reside. Na Figura 6.1 pode ser observado o diagrama fisico da base de dados for-
necida, sendo apresentadas as colunas e as chaves de cada tabela. Na Tabela 6.1, pode
ser encontrada uma pequena descricao de cada tabela da base de dados. assim como o

numero de redistros existentes em cada uma.
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Figura 6.1: Diagrama da Base de Dados Financeira
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- Nome da Tabe- Numero de | Descricio “ ' - '
la Registros na ,
; Tabela ' :
Z{ccouﬁm — 4.500 Contém caracteristicas estaticas de cada conta,
loan 682 Cada registro representa um empréstimo relacionado
o 7_4| a uma determinada conta.
permanent_order 6,471 Os regislros apresentam caracteristicas das ordens de
- | pagamentos.
transaction ‘ 1.056.320 Cada registro representa uma transacao de uma de-
terminada conta.
mil_card | Bu2 Coniém os cartoes de créditos relacionaclos as contas. |
disposition | 5.369 Os registros apresentam os direitos de cada cliente pa-
‘ ra operar sua conta.
district ' 77 ' Cada registro apresenta informacoes demograficas das
: | regides em que os clientes residem.
client i 5.369 —l Apresenla as caracleristicas dos clientes.

Tabela 6.1: Descricao das Tabelas da Base de Dadoes Financeira

Cada conta de cliente existente na basc de dados possui caracteristicas estaticas, cor-
responderites as colunas da tabela account, como por exemplo sua data de criagio. e carac-
leristicas dinamicas, como pagamentos debitados ou creditados e saldos. correspondentes
aos registros das tabelas permanent_order e transaction. A tabela clieni descreve carac-
teristicas dos clientes que podem manipular as contas. Cada cliente pode possuir muitas
contas e uma conta pode ser manipulada por varios clientes. A listagem dos clientes e suas
respectivas contas cstao presentes na tabela disposition. As tabelas loan {(empréstimo) e
credit_card (cartiao de crédito) armazenam informacoes referentes a servicos que o banco
pode oferecer a scus clientes.

Existem varias abordagens ou objetivos especificos para se realizar a andlisc dos da-
dos. Por exemplo, pode-se realizar uma analise descritiva, visando identificar relagoes nao
triviais ou nao previstas, ou realizar uma analise preditiva, ao analisar os clientes que pos-
suem ou nao cartdes de crédito, visando identificar possiveis novos clientes para ofcrecer
o servico. Neste estudo de caso. o objetive da andlise dos dados foi verilicar os empresti-
mos oferecidos pelo banco visando identificar as caracteristicas dos clientes para os quais
futuros pedidos de empréstimos poderao ser aceitos e caracteristicas dos clientes que apre-
sentaram problemas no pagamento de algum empréstimo passado e, portanto, o pedido de
um novo empréstimo deve ser analisado com mais cautela.

Com um conheccimento inicial sobre o problema ¢ a especificacao do objetivo da analise

dos dados, podc-se iniciar o Pré-processamento.
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6.2.2 Pré-Processamento

Os dados desse dominio foram fornecidos em formato texto juntamentc com a descri¢ao
do modelo apresentado na Figura 6.1. Para facilitar seu Pré-processamento. foram criadas
as tabelas cspecificadas na se¢ao anterior em uma base de dados MySql.

Para que seja possivel a utilizacao dos algoritmos de Aprendizado de Maquina, € necessa-
rio que os dados estejam em um formato atributo-valor. conforme definido na Secao 2.2.2.
Desta maneira. foi necessaria a juncao dos dados fornecidos em uma unica tabela. No

Pré-processamento, as seguintes atividades foram realizadas:

Juncio das Tabelas A defini¢ao utilizada para categorizar cada cliente como bom ou ruim
foi realizada utilizando os dados existentes na coluna stafus da tabela loan. Nesta de-
finicdo. um cliente € considerado bom se elc nunca teve problemas com o pagammenio
dos empréstimos, sendo considerado ruim caso contrario. Assim, para a extracao
de padroes foram utilizados somente os dados dos clientes que. em algum momento,
obtiveram crédito. ou seja, foi realizada a juncao das tabelas utilizando somente os

dados de clientes e conlas que apresentam algum registro na tabela loan.

Os atributos das tabelas correspondentes aos conjuntos de dados gerados pelas jun-
¢oes foram nomeados utilizando o seguinte padrao: nome da tabela original_nome do
atributo original. Por exemplo, os dados do atributo account_frequency nas tabelas

geradas correspondem aos dados do atributo frequency da tabela account.

Transformacao de Valores de Atributos Visando facilitar a compreensao dos dados e dos
resultados da execucao dos algoritmos. alguns atributos tiveram seus valores trans-
formados, conforme a descricao fornecida juntamente com os dados e apresentado na

Tabela 6.2.

Criacdo de Novos Atributos No Pré-processamento, novos atributos foram criados com
base nos dados originais.
Conforme especificado na ctapa de Conhecimento do Dominio ¢ Identificacdao do Pro-
blema, o objetivo da analise dos dados € prever sc um cliente podera apresentar
problemas no pagamento de um cmpréstimo, foi necessaria a criacao da coluna lo-
an_predict como sendo o atributo metla do conjunto de dados. O atributo loan_predict
teve seu valor definido como segue: loan_predict = GOOD se loan_status = A (contrato
finalizado sem problemas de pagamento) ou loan_status = C {contrato nao finalizado e

pagamento em dia) e loan_predict = BAD se loan_status = B (contrato [inalizado e em-
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Atributo [ Valores Originais | Novos Valores |

( accourt,_frequency

POPLATEK MESICNE | monthly .

POPLATEK TYDNE [ weekly \
; - POPLATEK PO OBRATU | after transaction
permanerltﬁor-'ca:ksyﬁubol | POJISTNE insurrance I
' - SIPO | household
g ’ LEASING - leasing ‘
UVER | loan
‘ transaction_type ’ PRIJEM ~credi |
S ' VYDAJ | withdrawal - :
transaction_operation VYBER KARTOU " credit card withdrawal
‘ l VKLAD credit in cash
. PREVOD Z UCTU I collection from another bani
VYBER withdrawal in cash
PREVOD NA UCET remitiance to another barik
| tras isaction k_symbol POJISTNE o insurrance paymenf _—‘
SLUZBY payment for statement
UROK interest credited l
SANKC. UROK interest if negative balarnce
SIPO household i
DUCHOD old-age pension
UVER | loun payment ’

Tabcla 6.2: Transformacéao de Valores de Atributos da Base de Dados Financeira
préstimo nao pago corretamente) ou loan_status = D (contralo nao finalizado e cliente
em débito).

Além do atributo meta loan_predict, foram também criados os atributos definidos na

Tabela 6.3.

| Atributo | Descricdo -
. client_age ldade do cliente em mescs. Valor calculado d_palm‘ da '
‘ coluna client_birth number. cujo valor delermina a data |
| de nascimento € o0 sexo di g:lEjtc._ o

client sex Sexo do cliente. Valor também obtido a partir da coluna *
] client_birth_number. |
I account. months_hefore _loan Numero de meses entre a criacio da conta do clientc ¢ |

a obtencao do erapréstimo.
] credit_card_months_before _loart| Numcero de Meses entre a ogtcﬁo de um cartao de |
' crédito e a obtencao do empréstimo,

}Ta'nsa&ai'_rE’hrng;bE}bEjﬁl Numero de meses entre a lransagiao € a ob?eﬁ?éib?bﬂ
| empréstimo. |

Tabela 6.3: Novos Atributos da Base de Dados Financeira

Geracio dos Arquivos de Dados na Sintaxe Padrdo No final do Pré-processamento dos

dados, eles foram convertidos para a sintaxe padrao do Ambiente Discover. Para
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ambos os conjuntos de exemplos criados. foram gerados arquivos de treinamento e de

teste.

Apés os dados terem sido preparados e formatados na sintaxe padrao. a préxima ctapa

do processo de Mineragao de Dados pode ser iniciada.

6.2.3 Extracdo de Padrdes

De acordo com o objetivo definido, este estudo de caso trata de um problema de clas-
sificagdo. Assim, para a extragao de padroes foi utilizado o algoritmo de Aprendizado de
Maquina C4.5, sendo necessaria a conversiao dos conjuntos de dados para o formato de
entrada do algoritmo C4.5 utilizando os scripts de conversao disponiveis no Discover.

Neste estudo de caso foram ulilizados dois conjuntos de dados. Em um primeiro ins-
tante, foi gerado o conjunto de dados Financial_Data_1. Nesse primeiro conjunto, [oram
utilizados os dados de todas as tabelas da base de dados na geracao da tabela no forma-
to atributo-valor. Apoés cxecutada a juncao. a tabela correspondente aos dados Financi-
al_Data_1 apresentou um total de 161.314 registros com 33 atributos. Para permitir uma
execucao mais rapida do algoritmo C4.5, foi criada uma amostra desse conjunto, contendo
48.382 registros, aproximadamente 30% dos dados originais. Apos a divisao do conjunto
Financial Data_I, o arquivo de dados de treinamento ficou com 32.114 exemplos ¢ 16.268
exemplos foram utilizados para teste. A arvore de decisao induzida a partir desses dados
aprescntou um total de 105 regras ¢ uma taxa de erro estimada de 0.5%.

Ao verificar a arvore de decisdo induzida, observou-se que nao foram utilizados os atri-
butos da tabela transaction para realizar a classificagdo. Assim. em uma segunda iteracao
do processo, foi gerado o segundo conjunto de dados (Financial_Data_2) no qual nao foi
utilizada a tabela transaction na juncao dos dados para a formacao da tabela no formato
atributo valor.

No segundo conjunto, foram ultilizadas as tabelas accound, loan, permaneni_order, cre-
dit_card. disposition, district e client para a geracao da tabela no formato atributo-valor.
Este conjunto de dados apresentou um total de 1.841 exemplos, sendo que 1.212 foram
usados para trcinamento e 629 para teste. Para este conjunto de dados. foram utiliza-
dos os mesmos atributos do conjunto Financial_Data_1, excluindo somente os atributos
referentes a tabela transaction. A arvore de decisao induzida exiraida de Financial Data_2

apresentou um total de 28 regras ¢ uma taxa de erro estimada de 7.1%.
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ApoGs a Extracao de Padrdes, as arvores de decisdao foram processadas e inseridas no
Ambiente RulEE para uma andlise mais detalhada dos resultados, na etapa de Pos-proces-

samento.

6.2.4 Pds-Processamento

No Pés-processamento das darvores de decisao, foram utilizados os scripts do Discover
para sua conversdao cm conjuntos de regras na sintaxe padrao de classificacao (Prati, Ba-
ranauskas., & Monard 2001b). Posteriormente. foram ulilizados os scripis para calculo dos
valores da tabela de contingéncia para cada regra a partir dos conjuntos de dados de testes
{Prati, Baranauskas, & Monard 2001a). Desta maneira, os conjuntos de regras extraidos
a partir de dois conjuntos de dados puderam ser explorados no Ambiente RulEE. Na se-
cao seguinte ¢ apresentada a utilizacao do ambiente para a anadlise e disponibilizacao das

regras enconiradas no processo.

6.3 Exploracdo das Regras Ufilizando o RUlEE

Como citado anteriormente. o Ambiente RUlEE foi desenvolvido com objetivo de auxiliar
a analisc ¢ disponibilizacao de regras, atividade pertencente a ctapa de Pés-processamen-
to do processo de Mineracdo de Dados. O ambiente possibilita a execugdo dessa analise
de mancira bastante flexivel através da utilizacio de suas funcionalidades em scripts de
Pos-processamento desenvolvidos por especialistas do processo de Mineracao de Dados.
Por outro lado, essa exploracao das regras pode ser realizada mais facilmente utilizando
a Interface definida para o ambicnte. Este (ipo de interacido ¢ vollada a usuarios nao

especialistas. Estes dois lipos de inleragao sao apresentados nas scgdes seguintes.

6.3.1 Utilizagdo do Ambiente por Scripts

Nesta secao, ¢ exemplificada a utilizacao do Ambicnte RUEE, pelas classes do Modulo de
Gerenciamento, para executar as scguintes atividades: cria¢ao de uma sessao. insergao do
conjunto de regras extraido do conjunto de dados Financial_Data_1 no RulEE e execugao
de uma consulta.

Primeiramente, para que o usuario possa utilizar as classes em scripts, cle deve possuir
senha para login no servidor em que o Ambiente RulEE esta instalado, além de direito de
acesso as classes e a base de dados.

Para permitir a utiliza¢ao do ambiente por scripts € necessaria a criagao de uma sessao.

Esta criacéio pode ser realizada através do script apresentado na Figura 6.2. O identificador
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da sessao criada deve ser armazenado para os acessos seguintes ao ambiente. Ao executar

0 script para criacao de sessoes, a saida obtida ¢ semelhante a apresentada na Figura 6.3.

use lib ' /home/mfpaalalrulee/source code';

use Session;
ry ($sessao};

{zeasao = Sezazion->Login("wfpaula’, "senha');
print "Identificador da sessao criada: ".$sessao—}{_seﬁsion_id}."\n";

jmessao->Leave ()

Figura 6.2; Exemplo de Script para Criacao de Sessdes no Ambiente RulEE

fmfpanlalfelicia capé_scripts]§ perl capb cria_sessao.pl
Tdentificador da sessac criads: 21
[mfpaulalfelicia capt_scripts]§

Figura 6.3: Exccucao do Script de Exemplo para Criacdo de Sessoes

Um conjunto de regras pode entao ser inserido no ambiente por um script semelhante
ao cxemplo apresentado na Figura 6.4. O resultado da execucdo desse script pode ser
observado na Figura 6.5, em que € fornecido o identificador do conjunto dec regras refcrente
a arvore extraida a partir dos dados Financial_data_Il. Este identificador deve ser utilizado

para a realizacdo das consultas referentes a este conjunto de regras.

use lib '/howe/mipsula/rulee/source code';

use Ruleset;
nuse Rule;

fruleset = PRuleaet->NewllassificationModel ("financial data 1l.rules.info”
{ - = ,
e e e e "dadosFinanceirost, 21

print "ynldentificador do conjunto de regras: “.irulesec—>GetRulesetId();
print "\niynRegras:in\n";

Aregras = $ruleset->GetRules();
for (§1i 0; 31 < QBregras; $i++)

{
$rule = §regras[fi]:
print "R 7. frule->GetRuleMNwnber () . "ynIF ".3rule->Getintecedent () ;
print "\nTHEN\n".jrule->GetConsequent(}."\ nin";

I

3

Sruleset->Leave (] ;

Figura 6.4: Exemplo de¢ Script para Insercao do Conjunto de Regras Extraido de Financi-
al_Data_1

Para exemplificar a utilizacao da classe para exccucao de consultas, é utilizado o script

apresentado na Figura 6.6 que retorna ao usuario os valores da tabela de contingéncia das

102



[mfpsulaffelicia cap§ scripts]§ perl cap6é_new ruleset.pl |more
Identificador do conjunto de regras: 6

Regras:

Bl

IF loan_payments <= £930 AND disposition_type = DISPONENT

THEM
CLASS = GoOD

F 2

IF losn payments <= £530 3ND disposition_type = OWNER AND loan payments <= 16355
THEN

CLASS = GOOL

]

Figura 6.5: Resultado da Execucdo do Script de lxemplo para Insercao do Conjunto de
Regras

regras do conjunto de regras inserido anteriormente. Pela execucao de tal script, obtém-sc

o resultado apresentado na Figura 6.7.

use 1lib '/howe/wfpaula/rulee/source code';
uze Selection;

|$selection = Selection->New("select RULE NUMBER, fbh, fbnh, fnbnh, fnbh, n from & ",
| *DadosFinanceiros”,21) ;

$selection->AnalyseQueryi) ;

print "\nldentificador da con’ulta: ”.$selectionh->GecSelectianIadi} . "in";

T

(Af ($selection->IaValid{j!

|
As

print "snRezultado da consulta:inyn”, $3election->Printhatal):

1
;

iselection->Leave ()}

Figura 6.6: Exemplo de Script para Execucao de Consulta

Deve-se ressaltar que a construgao desses scripts pode ser realizada pclos usuarios
com conhecimento da biblioteca de classes e da base de dados do Ambiente RulEE. Uma
descricao completa de todas as classes e métodos existentes na biblioteca de classes e das
tabelas e atributos existentes na base de dados encontra-se em (Paula & Rezende 2003).

Na proxima secao € apresentada a utilizacao da interface do ambiente na analise das
regras descobertas neste estudo de caso. Para isto, serao apresentadas algumas consultas

realizadas.
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[= R RS SV T SV IR

Identificador

[ e

O a =

RULE NTMEER
0.
L1317
001z
.ooo7
. 1343
L0001

1561

Resultado da consulta:

fhh
0.0000
0.0000
Q.0030
0.adoa
0.,0013
0.0000G

oo

[w]

[mfpaula@felicia capé scriprs]$

da consulta: &

fhnh

L0530
L0880
.938a
L0530
.Q577
L9410

perl capé new selectilon.pl

fnbnh
. 7849
. B093
L1575
.9403
. 8067
L0590

Oo0o0D oo

fnbh 1
16263,0000
18265.0000
16268.0000
16268.0000
16268.0000
16268.00D00

|more

Figura 6.7 Resultado do Script de Exemplo para Execucao de Consulta

6.3.2 Utilizacdo do Ambiente pela Interface

Para exemplificar a utiliza¢dao do Ambiente RulEE pela interface. foi inserido o conjunto

de regras extraido a partir do conjunto de dados Financial_Data_2 ja que o numero de

regras extraidas deste conjunto de dados foi menor.

Para a inscrcao de um conjunto de regras de classificacdo no ambiente através da inter-

face, apds estar conectado no mesmo deve-se clicar no link Novo Conjunto de Regras nos

links referentes a classificacao. Na Figura 6.8 € mostrada a inser¢ao do conjunto de regras

extraidas a partir de Financial_Data_2. Apos inserido, o conjunto de regras é apresentado

ao usuario, o qual deve verificar o identificador do conjunto para permitir futluros acessos.
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Figura 6.8: Tela para Insercao do Conjunto de Regras Extraido de Financial Data 2
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Pode-se observar nesta secao que a interface desenvolvida é bastante simples, uma

vez que o foco principal deste trabalho foi a proposta e modelagem do Ambicnte RulEE.

Outro aspecto importante € que todas os valores das medidas utilizadas nesta secao sao

calcutados automaticamente pelo ambiente, conforme apresentado na Secao 5.3.

A seguir sao apresentadas algumas consultas para ilustrar a utilizacdo das mesmas na

exploracao das regras descobertas. Nas consultas realizadas, € [eila uma analise quanti-

tativa baseada nos valores das medidas. O resultado de algumas consultas é apresentado

pela interface do ambiente, enquanto que para outras consultas ¢ apresentada somente

a conclusao obtida ou a interprelacao do resultado, por nao ser necessaria a apresenta-

cao de todas as telas. Para cada consulta, sdo apresentados seu objetivo ou descricao do

resultado e a consulla rcalizada.

A consultas realizadas foram as seguintes:

4.

. Verificagao das caracteristicas dos cliente bons e ruins. Consulta realizada:

SELECT rule_number, rule antecedent, rule consequent FROM 7 ORDER BY

rule_consequent, rule number;

Resultado pode ser visualizado na Figura 6.9. Primeiramente sao apresentadas as
regras que classificam os clientes como ruins e posteriormente as que classificam os

clientes como bons.

Dczoito regras classificam os cliente como GOOD e dez regras classificam os clientes

como BAD. Consulta realizada:
SELECT rule consequent, count (*) FROM 7 group by ru.e_consequent;

Resultado apresentado na Figura 6.10.
As regras apresenlam uma precisdo bastante alta. Consulta realizada:

SELECT RULE NUMBER, acc FROM 7 ORDER BY acc desc, rule_number asc;

Parte do resultado desta consulta pode ser observado na Figura 6.11.

Dezessete das vintc e oito regras (aproximadamente 60%) apresentam precisao maior

que 0.95. Consulta realizada:

SELECT count (*) FROM 6 WHERE acc > 0.95;
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Figura 6.9: Regras quc Classificam os Clientes como BAD ou GOOD
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Figura 6.10: Quantidade de Regras que Classificam como BAD ¢ GOOD

5. Pela verificacao da precisao rclativa. observa-se que as regras que classificam os cli-

entcs como BAD apresentam. em geral, uma precisao relativa alta. As regras que
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classificam os clientes como GOOD apresentam, em geral. uma precisao relativa bai-

xa. Consulla realizada:

SELECT RULE NUMEER, racc, rule consecuent FROM 7 CRDER BY racc desc;

Resultado apresentado parcialmente na Figura 6.12.
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6. A precisdo relativa média das regras que classificam os clientes como BAD € 0.792.
A precisao relativa média das regras que classificam os clientes como GOOD € 0. 054
Neste resultado, foram consideradas somente as regras que apresentam precisao re-

lativa maior que zero. Consulla realizada:

SELECT avg(racc), rule consequent FROM 7 where racc > 0

group by rule conseqguent;
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7. Poucas regras cobrem uma grande quantidade de exemplos. As quatro regras com
maior cobertura (aproximadamente 14% do total) cobrem aproximadamente 90% dos

exemplos. Consulta realizada:

SELECT sum{cov), count(*} FROM 7 WHERE cov > 0.02;

O resultado desta consulta pode ser observado na Figura 6.13.
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Figura 6.13: Soma da Cobertura das 4 Regras com Maior Cobertura

8. O numero dc cxemplos classificados incorretamente é trinta ¢ um. Consulta realizada:

SELECT sum(cov*n*err) FROM 7;

$©

As dez regras que classificam os clientes como BAD cobrem 3% dos registros. As
dezoito regras que classificam as clicnte como GOOD cobrem 97% dos registros, Con-

sulta Realizada:

SELECT rule_ consequent, sum(cov), count(*) FROM 7

grouv by rule_ consequent;

10. As regras selecionadas ulilizando a medida Novidade séo obtidas utilizando a seguinte

consulta:

SELECT RULE_NUMBER, nov FROM 7 ORDER BY nov desc;

Parte do resultado desta consulia pode ser obscrvado na Figura 6.14.
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11. As regras selecionadas utilizando a medida Especificidade sao obtidas utilizando a

seguinte consulta:

SELECT RULE NUMBER, spec FROM 7 ORDER BY sgpec desc;

Resultado apresentado parcialmente na Figura 6.15.
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as Regras para as Regras

Essas 11 consultas foram aprescentadas para exemplificar alguns tipos de andlises que

podem ser realizadas com o apoio do Ambiente RulEE,

6.4 Consideracoes Finais

Apos a implementacao do Ambiente RuWEE, foi realizado um estudo de caso, apresentado
neste capitulo, com objetivo de verificar a utilizacdo deste ambiente inserido no contexto de
um processo completo de Mineragao de Dados. Desta maneira, foram apresentadas todas
as etapas realizadas para a obtencgao das regras, como deve-se proceder para a utilizagao

dessas regras no ambiente e alguns exemplos de analises das mesmas.
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O estudo de caso foi realizado no contexto de dados financeiros € o objetivo do proces-
so de mineracao foi encontrar regras que determinam se os clientes sao hons, aos quais
servicos adicionais devem ser oferecidos, ou ruins, que devem ser observados com mais
cautela ao se oferecer servicos. Deve-se destacar. entretanto, que o objetivo principal deste
capitulo foi mostrar algumas das funcionalidades do ambicnte para exploracao de regras.

Pode-se observar neste capitulo que a analise dos conjuntos de regras pode ser bastante
facilitada pela utilizacao do Ambiente RulEE. Algumas caracteristicas do ambiente que
auxiliam na analise de regras estdo a possibilidade da utilizacao de diversas medidas de
forma conjunla, utilizacao de medidas para ordenacgéo e selecao de regras além do acesso
facilitado aos conjuntos de regras e aos valores das medidas por meio da interface WWW

que viabiliza a disponibilizacao das regras.
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Capitulo 7

Conclusoes e Trabalhos Futuros

Com o desenvolvimento da tecnologia de Mineracao de Dados e sua utilizagao para so-
lucionar problemas reais em processos de tomada de decisdao, observou-se que a extracao
de padroes nao ¢ a ctapa final desse processo, tendo o Pos-processamento do conhecei-
mento um papel fundamental no sucesso do mesmo. A utilizacao efetiva do conhecimento
descoberto em um processo de apoio a tomada de decisao depende de fatores como a pos-
sibilidade do usuario compreender esse conhecimento, conseguir identificar o conjunto de
regras mais inleressantes, entre outros. Assim, a avalia¢do dos conjurntos de regras quan-
to a precisao, compreensibilidade, utilidade e interessabilidade, por exemplo, € de extrema
relevancia no auxilio ao usuario final para viabilizar a utilizacao do conhecimento desco-
berto. Nesse sentido, muitos {rabalhos relacionados ao processo de Mineracao de Dados
tém sido desenvolvidos para avaliacao do conhecimento descoberto.

Visando auxiliar os usuarios na analise e utilizacao desses conjuntos de regras, foi pro-
posto neste trabalho um Ambiente para Exploracao de Regras que trata aspectos refererntes
& avaliacao de conjuntos de regras de classilicacdo, regressio ¢ associagao. Nesse sentido,
a principal contribuicdo desta dissertacao é o projeto e desenvolvimento de um Ambicnte
para Exploracao de Regras denominado RulEE (Rule Exploration Envirorunent).

O Ambiente RUEE apresenta uma arquitctura aberta para disponibilizagao de conjuntos
de regras e valores de diversas medidas de avaliacao. Este ambiente auxilia 0s usuarios
finais e cspecialistas do dominio na analise, avaliacao e identificagio de regras interes-
santes através da visualizacdo dos conjuntos de regras e da realizacao de analises pela
utilizacao de medidas. A inleraciao com os usudrios € realizada por interface baseada na

WWW, visando facilitar o acesso aos conjuntos de regras. O ambicnte apéia também os



usuarios analistas do processo de Mineracdo de Dados na cria¢cdo ou armazenamento de
novas medidas em uma estrutura integrada, facilitando sua utilizacao conjunta.

O RuWEE foi desenvolvido visando a criacdo de um ambiente que apresente um Reposi-
tério de Regras no qual, apds sua extracdo, as regras sao armazenadas ¢ disponibilizadas
para acesso pelos usuarios do proccsso de Mineracao de Dados. Além das regras, sao ar-
mazenadas diversas medidas de avaliacao para auxiliar o usuario na analise das mesmas.
[dentifica-se entdo o elemento principal do ambiente. o Repositério de Regras ¢ Medidas.

O Repositorio de Regras ¢ Medidas armazena as regras em uma sintaxe padrao e per-
mite que, associada a cada regra, sejam armazenadas as medidas de avaliacao utilizadas
para sua analise. Para cada regra ¢ armazenada sua tabela de contingéncia. calculada
utilizando scripts disponiveis no Ambiente Discover (Prati, Baranauskas, & Monard 2001b:
Prati, Baranauskas, & Monard 2001a: Pugliesi, Dosualdo, & Rezende 2003; Melanda &
Rezende 2003). A partir desses valores, sao calculadas no Ambiente RulEE as medidas
Precisdo. Erro, Confianca Negativa, Sensitividade. Especificidade, Cobertura, Suporte, No-
vidade, Satistacdo, Prccisdo Relativa, Confianga Negativa Relativa, Sensitividade Relativa,
Especificidade Relativa, Precisao Relativa Ponderada, Confianca Negativa Relativa Ponde-
rada. Sensitividade Relativa Ponderada ¢ Especificidade Relativa Ponderada, apresentadas
no jrameivork (Lavrac, Flach, & Zupan 1999), e¢ a medida RI (Rule-Interest), proposta cm
{Piatetsky-Shapiro 1991).

E importante destacar que o Reposilério de Regras e Medidas do RulFE foi modclado
de maneira que o ambiente seja independente das medidas de avaliacdo. O RulEE possui
implementado o conjunto de medidas apresentadas anteriormente, mas os pesquisadores
do processo podem acrescentar novas medidas pelo uso de medidas derivadas ou pela
execucdo de procedimentos de Pos-processamento indcpendentes do ambiente. Isto pode
ser feito sem necessidade de alteracdo de cédigo fonte, e qualquer nova medida pode ser
utilizada de forma conjunta com as pré-existentes.

Neste trabalho foram identificados alguns requisitos importantes para um Ambiente pa-
ra Exploracido de Regras. Dentre eles, o Ambiente RulEE viabiliza a Interatividade e Tterati-
vidade na disponibilizacao dos conjuntos de regras e apresenta um conjunto de medidas de
avaliacdo que pode ser utilizado de forma integrada na selecao e ordenacao das regras. O
acesso aos conjuntos de regras € realizado pela WWW visando a utilizagdo de alguns bene-
ficios obtidos pela utilizacao deste tipo de intertace, como a independéncia de plataforma,

facilidade de uso e especialmente a acessibilidade. Também como requisito implementado
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esta a possibilidade dos usuarios compartilharem suas analises no ambiente, assim como
comentarios, idéias e sugestoes.

Com a implementacao do Ambiente RulEE, uma base de dados valiosa referente a con-
juntos de regras e valores de medidas tornou-se disponivel. Somando-se outros tipos de
dados fornecidos pelos usuarios, tem-se um conjunto de dados em que pesquisas referen-
tes ao processo de analise de regras podem ser feitas.

No LABIC vém sendo desenvolvidos diversos trabalhos relacionados a avaliacao de co-
nhecimento. A fim de integrar esses trabalhos, bem como os relativos a outras etapas do
processo de Mineracao de Dados, esta sendo desenvolvido o Ambiente Discover. No Dis-
cover foram desenvolvidas sintaxes padrao para representacao de dados, regras de clas-
sificacao, regressao e associagdo, assim como scripts para manipulacdo desses dados e
conjuntos de regras. O Ambiente RulEE utiliza esscs trabalhos permitindo que a saida de
uma grande variedade de algoritmos utilizados em Mineragao de Dados possa ser disponibi-
lizada, além de se apresentar como uma interface para a disponibilizacao do conhecimento
descoberto.

Visando mostrar algumas das funcionalidades existentes no Ambiente RulEE, toi reali-
zado um estudo de caso utilizando uma basec de dados financeira. Nesse estudo de caso foi
realizada uma analise qualitativa das regras descobertas por meio de consultas no Repo-
sitorio de Regras e Medidas. Pela realizacao dessas consultas, observou-se que a analise
dos conjuntos de regras pode ser bastante facilitada. Entretanto, para que resultados sa-
tisfatorios sejam obtidos quanto ao objetivo final da analise dos dados do estudo de caso,
seria necessaria a participagao dos especialistas do dominio ¢ usuarios finais do processo
de Mineracgao dec Dados em uma andlise qualitativa dos conjuntos de regras, que nao foi
possivel devido a nao disponibilidade dos mesmos.

A seguir, sao apresentadas algumas propostas de trabalhos futuros que complementam
o desenvolvimento relatado nesta dissertagao e podem trazer novas contribuigées para o

processo de Extracao de Conhecimento de Bases de Dados:

e Como qualquer ferramenta cujo objetivo € sua utilizacdo por usuarios nao especia-
listas em computacdao ou Mineracao de Dados, € exiremamente importante para a
aceitacdo da mesma que esta apresente uma interface intuitiva e de facil utilizacao.
Entretanto, a interfacc do Ambiente RulEE foi desenvolvida visando a disponibilizacao
dos resultados do ambiente, ou seja, o foco principal nao foi sua usabilidade. Dessa

maneira, diversos aspectos devem ser trabalhados nesta interface, dentre eles:
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- Desenvolvimento voltado a facilitar a navegacao e a identifica¢do das informacdes,

ou seja, considerando aspectos relativos a usabilidade da interface;

- Quanto a visualizacao dos conjuntos de regras pela interface, ¢ interessante que
no ambiente existissem varias maneiras para a visualizacao das regras. Por
exemplo, poderia haver alguma ferramenta para apresentacdo nao textual, na
qual o usuario pudesse interagir com o conjunto de rcgras. Tendo disponivel
varias possibilidades para visualizacdo, os usuarios poderiam utilizar a que jul-

garem mais conveniente.

— Realizacao de uma analise dos erros que podem ocorrer durante a execucao dos
scripts referentes ao Ambiente RulEE. visando apresentlar alguma descricao mais

detalhada do erro e, assim, auxiliar os usuarios na compreensao do mesmo;

¢ Na implementacao atual, a integracdo do Ambiente RulEE com o Discover é realiza-
da através da ulilizacao de conjuntos de regras representados nas sintaxes padrao e
utilizacao de scripls de conversao de dados e regras, implementado para o Ambiente
Discover. E interessante permitir que exista uma integracao desses ambientes atra-
vés de suas interfaces de forma que os conjuntos de regras cxtraidos pelo Discover

pudessem ser disponibilizados no Ambiente RulEE de [orma transparente:

¢ Um outro requisito importante de um ambiente cujo objetivo é auxiliar os usuarios na
analise de conjuntos de regras € que este viabilize a utilizacdo de medidas subjelivas
para avaliacao de regras. Esla funcionalidade nao esta completamente implementada
no ambiente. Nesse sentido, € de extrema importancia para o ambiente o desenvolvi-

mento de trabalhos visando a ultilizacao de medidas subjetivas;

¢ Um outro ponto a ser melhorado no Ambiente RulEE ¢é o processamento das consul-
tas. Na implementacao atual, as consultas inseridas pelos usuarios sao mapeadas
em novas consultas adequadas a serem executadas no Repositério de Regras e Medi-
das. sem a existéncia de um parsing completo das consultas inseridas pelos usuarios.
Um problema encontrado nesta abordagem ¢ quc nao existe uma verificacao de er-
ros descnvolvida especificamente para o tratamento das consultas fornccidas pelos

usuarios, dificultando sua identificacao e corre¢ao pelos usuarios;

e Ao se utilizar grandes conjuntos dc regras, o Ambiente RUWEE apresentou problemas
de desempenho. Por exemplo, o ambicnte aprescnta tempos de resposta elevados ao

sc acessar conjuntos com mais de 2.000 regras. Devido ao grande nimero dc regras
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normalmente extraidas pelos algoritmos de regras de associacao, este problema deve

ser solucionado.
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