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RESUMO

FALEIROS, T. P.. Propagacao em grafos bipartidos para extracao de topicos em fluxo de
documentos textuais. 2016. 160 f. Tese (Doutorado em Ciéncias — Ciéncias de Computacao e
Matemdtica Computacional) — Instituto de Ciéncias Matematicas e de Computacdo (ICMC/USP),
Sao Carlos — SP.

Tratar grandes quantidades de dados é uma exigéncia dos modernos algoritmos de mineragao
de texto. Para algumas aplicacdes, documentos sdo constantemente publicados, o que demanda
alto custo de armazenamento em longo prazo. Entdo, € necessdrio criar métodos de facil
adaptacdo para uma abordagem que considere documentos em fluxo, e que analise os dados
em apenas um passo sem requerer alto custo de armazenamento. Outra exigéncia é a de
que essa abordagem possa explorar heuristicas a fim de melhorar a qualidade dos resultados.
Diversos modelos para a extracdo automatica das informagdes latentes de uma cole¢iao de
documentos foram propostas na literatura, dentre eles destacando-se os modelos probabilisticos
de tépicos. Modelos probabilisticos de topicos apresentaram bons resultados praticos, sendo
estendidos para diversos modelos com diversos tipos de informag¢des inclusas. Entretanto,
descrever corretamente esses modelos, derivd-los e em seguida obter o apropriado algoritmo de
inferéncia sdo tarefas dificeis, exigindo um tratamento matemaético rigoroso para as descri¢des
das operacoes efetuadas no processo de descoberta das dimensdes latentes. Assim, para a
elaboracdo de um método simples e eficiente para resolver o problema da descoberta das
dimensdes latentes, é necessdrio uma apropriada representacao dos dados. A hipdtese desta tese
€ a de que, usando a representacdo de documentos em grafos bipartidos, € possivel enderecar
problemas de aprendizado de méaquinas, para a descoberta de padrdes latentes em relacdes entre
objetos, por exemplo nas relagdes entre documentos e palavras, de forma simples e intuitiva.
Para validar essa hipoétese, foi desenvolvido um arcabougo baseado no algoritmo de propagacao
de rétulos utilizando a representagdo em grafos bipartidos. O arcabougo, denominado PBG
(Propagation in Bipartite Graph), foi aplicado inicialmente para o contexto ndo supervisionado,
considerando uma colecdo estitica de documentos. Em seguida, foi proposta uma versao
semissupervisionada, que considera uma pequena quantidade de documentos rotulados para
a tarefa de classificacdo transdutiva. E por fim, foi aplicado no contexto dindmico, onde se
considerou fluxo de documentos textuais. Andlises comparativas foram realizadas, sendo que os
resultados indicaram que o PBG € uma alternativa vidvel e competitiva para tarefas nos contextos

ndo supervisionado e semissupervisionado.

Palavras-chave: Aprendizado em grafos bipartidos, extragdo de topicos, fluxo de dados textuais,

reducdo de dimensionalidade.






ABSTRACT

FALEIROS, T. P.. Propagacao em grafos bipartidos para extracao de topicos em fluxo de
documentos textuais. 2016. 160 f. Tese (Doutorado em Ciéncias — Ciéncias de Computacao e
Matemdtica Computacional) — Instituto de Ciéncias Matematicas e de Computacdo (ICMC/USP),
Sao Carlos — SP.

Handling large amounts of data is a requirement for modern text mining algorithms. For some
applications, documents are published constantly, which demand a high cost for long-term
storage. So it is necessary easily adaptable methods for an approach that considers documents
flow, and be capable of analyzing the data in one step without requiring the high cost of storage.
Another requirement is that this approach can exploit heuristics in order to improve the quality
of results. Several models for automatic extraction of latent information in a collection of
documents have been proposed in the literature, among them probabilistic topic models are
prominent. Probabilistic topic models achieve good practical results, and have been extended
to several models with different types of information included. However, properly describe
these models, derive them, and then get appropriate inference algorithms are difficult tasks,
requiring a rigorous mathematical treatment for descriptions of operations performed in the latent
dimensions discovery process. Thus, for the development of a simple and efficient method to
tackle the problem of latent dimensions discovery, a proper representation of the data is required.
The hypothesis of this thesis is that by using bipartite graph for representation of textual data one
can address the task of latent patterns discovery, present in the relationships between documents
and words, in a simple and intuitive way. For validation of this hypothesis, we have developed a
framework based on label propagation algorithm using the bipartite graph representation. The
framework, called PBG (Propagation in Bipartite Graph) was initially applied to the unsupervised
context for a static collection of documents. Then a semi-supervised version was proposed which
need only a small amount of labeled documents to the transductive classification task. Finally, it
was applied in the dynamic context in which flow of textual data was considered. Comparative
analyzes were performed, and the results indicated that the PBG is a viable and competitive

alternative for tasks in the unsupervised and semi-supervised contexts.

Key-words: Learning in bipartite graphs, topic extraction, text data stream, dimensionality

reduction.
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CAPITULO

INTRODUCAO

Existe uma grande quantidade de dados no formato textual. De fato, a forma mais
simples de armazenar informacgao € no formato de texto. Maneiras automdticas para auxiliar
na organizaciao e na extracdo de informagdes no formato textual é um tépico de pesquisa
interessante e uma tarefa desafiadora pois envolve a manipulacdo de dados ndo estruturados.
Além disso, mineracdo de texto € uma drea interdisciplinar que faz o uso de técnicas avangadas
de mineracdo de dados, aprendizado de mdaquinas, recuperagcdo de informacgdo, extracao de
informacdo, linguistica computacional e processamento de linguagem natural (SUMATHY;
CHIDAMBARAM, 2013).

A extracdo de informagdo em dados textuais envolve diretamente a tentativa de se extrair
informacdes uteis em colecdes de documentos textuais. O que se objetiva nessa abordagem
€ a criagdo de uma representacdo estruturada das informacdes retiradas dessas cole¢des de
documentos (AGGARWAL; ZHAI, 2012). O modelo espago vetorial ¢ o modelo mais tradicional
para obter uma representacao estruturada dos documentos. Nesse modelo, documentos e textos
sdo representados por um conjunto de atributos/termos! e pesos associados a esses atributos de
acordo com a frequéncia desses termos nos documentos. Assim, a cole¢do pode ser representada
por uma matriz documento-termo. Outras representacdes consideram o grafo como forma de
representacao da colecdo, sendo que a representacdo dos documentos, termos ou ambos s3o 0s
vértices e a relacdo entre esses objetos, medida por uma funcao de similaridade, sdo as arestas.

Neste trabalho, esta dltima é adotada e serd apresentada em detalhes posteriormente.

Estruturar automaticamente dados ndo estruturados estd fortemente relacionado com as
tarefas de agrupamento e classificagdo. Modelos de tépicos é uma abordagem que foi aplicada
com sucesso nessas tarefas, sendo seu principal objetivo descobrir dimensdes latentes de um
corpus (BLEI, 2011). Nesta tese, a expressao topico é usada levando-se em conta que o assunto

tratado em uma colecdo de documentos € extraido automaticamente, ou seja, tépico é definido

I Nesse trabalho, termos e atributos sio utilizados com o mesmo significado
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como um conjunto de palavras que frequentemente ocorrem em documentos semanticamente
relacionados. Esses conjuntos de palavras (que definem os tdpicos) sdo obtidos por um processo
de pos-processamento realizado a partir das dimensoes latentes descobertas pela aplicagdao dos

métodos de modelo de tépicos.

Modelos de tpicos tém ganhado bastante aten¢do e sido alvo de vérias pesquisas (BLEI;
NG; JORDAN, 2003; BLEI, 2011). A ideia bésica dos modelos de tépicos € descobrir, nas re-
lacdes entre documentos e termos, padrdes latentes que sejam significativos para o entendimento
dessas relacOes. Por exemplo, tais modelos podem ranquear um conjunto de termos como impor-
tantes para um ou mais temas. Bem como ranquear documentos como tendo relevancia para um
ou mais temas. Se for associado um vetor A ; a um documento d; € um vetor B; para um termo w;,
sendo A ; e B; K-dimensionais, pode-se considerar que cada uma dessas dimensdes caracterizam
um fator latente relacionado com um documento A; € um termo B;. Assim o produto interno
A - B; pode modelar a importancia desses fatores na relacdo documento d; e termo w;. Para toda
a colecdo, o problema base dos modelos de topicos € encontrar duas matrizes ndo negativas A
e B, tal que cada linha do produto (A - B") aproxima-se da linha da matriz documento-termo.
Esse problema é conhecido como fatoracdo de matrizes ndo negativas (Nonnegative Matrix
Factorization (NMF)) (PAATERO; TAPPER, 1994; LEE; SEUNG, 1999). Caso as linhas das
matrizes A e B sejam amostras independentes e identicamente distribuidas de uma distribuicao
de Dirichlet, esse problema € descrito pelo modelo probabilistico Latent Dirichlet Allocation
(LDA) (ARORA; GE; MOITRA, 2012). A abordagem predominante para resolu¢do dos modelos
de topicos € o uso de algoritmos iterativos nos quais se objetiva maximizar a verossimilhanga
do modelo. Nos trabalhos de Sontag e Roy (2011), Arora, Ge e Moitra (2012) sdo apresentadas
provas de que estimadores de verossimilhan¢a maxima para os problemas de modelos de t6picos
sdo problemas NP-Dificeis, logo, encontrar solucdes 6timas, ou mesmo aproximadas, para esse
tipo de problema € um desafio computacional. Além disso, uma questao principal nas abordagem
aplicadas em modelos de tépicos é que elas contam com procedimentos iterativos susceptiveis a
6timos locais. Por isso, solucdes baseadas em heuristicas podem ser alternativas eficientes para
resolver o problema de modelos de topicos, e auxiliar na melhoria das solugdes via técnicas que

possam escapar das regides de 6timos locais.

O objetivo de uma heuristica € tentar encontrar uma soluc¢ao “boa” de maneira sim-
ples e rdpida. Apesar de ndo garantir a solu¢do 6tima do problema, técnicas heuristicas sao
capazes de retornar uma solu¢do de qualidade em um tempo adequado para as necessidades da
aplicacdo. Para isso, o problema deve ser modelado de tal forma que fique “facil” de resolver.
Porém, modelos de topicos baseados na representacdo matricial da colecdo de documentos sao
modelados como um problema de decomposi¢ao de matrizes, o que faz com que as solugdes
propostas tenham alto consumo de memoria e tempo computacional. Ainda mais no contexto de
mineracao de texto, onde as matrizes que descrevem cole¢des de documentos sdo esparsas. Ja nos
modelos probabilisticos de tpicos, existe um tratamento matemético rigoroso para descricao das

operacdes efetuadas no processo de descoberta de topicos. Na perspectiva de um desenvolvedor
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de aplicac¢des praticas, criar um modelo generativo e deriva-lo a fim de obter um algoritmo de
inferéncia implementdvel € uma tarefa dificil. O rigor matematico desafia uma rapida exploracio
de novas suposicdes, heuristicas, ou adaptacdes que podem ser Uteis em varios cendrios reais.
Além disso, ndo € claro como incluir heuristicas dentro dos processos realizados por técnicas
como o LDA e NMF.

Assim, para a elaboracdo de um método heuristico simples e eficiente que resolva
o problema fundamental em modelos de tépicos, € necessdrio, inicialmente, uma forma de
representacdo simples e intuitiva dos dados e da solucdo. E com essa representagdo, descrever
as operagdes para a obtencdo da solu¢@o do problema. Inspirado em métodos de busca local, a
construcdo do algoritmo heuristico deve explorar o espaco de busca partindo de uma solugao
inicial e, iterativamente, realizar melhorias nessa solucdo corrente através de uma busca em sua
vizinhanga até ndo existir solu¢des melhores. Com base nisso, algumas questdo fundamentais
nortearam a pesquisa desenvolvida neste trabalho: 1) como representar os dados e a soluc¢do para
o problema? 2) como definir a estratégia de busca para o problema de extragcdo de topicos em

fluxo de documentos?

Os modelos mais populares em modelagem de topicos, como o LDA e NMF, possuem
uma caracteristica muito importante, que € relacionar documentos e termos e agrupd-los simul-
taneamente. Os termos, portanto, ndo sao apenas caracteristicas que descrevem o documento,
mas sdo também objetos que podem ser agrupados de acordo com fatores latentes das relagdes
documentos-termos. Nesses modelos, o agrupamento € realizado para os objetos do tipo docu-
mento e para os objetos do tipo termo. Na forma tradicional de agrupamento, onde se considera
apenas os objetos de um mesmo tipo, existem técnicas eficientes tanto na representacdo vetorial
quanto em grafos (AGGARWAL; ZHAI, 2012). E possivel encontrar os grupos de documentos
aplicando técnicas tradicionais de agrupamento, e, em seguida, realizar o pds-processamento
para obter os grupos de termos. Porém, essa abordagem ndo permite o “enriquecimento” do
método com a inclusdo de heuristicas que podem melhorar os resultados. Uma abordagem que
representa documentos, termos e suas relacdes possibilita a inclusdo de informagdes adicionais
diretamente relacionadas aos objetos do tipo documento ou termo (ou ambos), enriquecendo o
método de forma a obter melhores resultados. Assim, considerando o desejo de representar de
forma apropriada cole¢des de documentos, neste trabalho € proposto uma abordagem simples e
descritiva que utiliza representacdo em grafo bipartido. A representacdo por grafo bipartido é
intuitiva, documentos e palavras sdo vértices, e a ocorréncia da palavra no documento sado as

arestas.

Uma hipétese importante levantada neste trabalho € a de que, usando a representacdo
da colecao de documentos em grafo bipartido, € possivel enderegar problemas de aprendizado
de maquina de forma simples. Para validar essa hipétese, todo um arcabougo teve que ser
desenvolvido. Antes de atacar diretamente o problema de extracdo de topicos em fluxo de

documentos, é descrito o desenvolvimento desse arcabouco. Inicialmente, foi desenvolvido
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um algoritmo de classificagdo supervisionado baseado na representacdo em grafos bipartidos
(ROSSI et al., 2014; ROSSI et al., 2012). Esse algoritmo foi desenvolvido pelo grupo de pesquisa
e ndo € a principal contribui¢do desta tese. Apesar disso, a formulacdo do algoritmo teve a
participacdo do aluno de doutorado que desenvolveu esta tese, e também serviu de inspiracao
para a generalizacdo do aprendizado baseado em grafos bipartidos considerando o contexto
semissupervisionado e ndo supervisionado, apresentados aqui como o algoritmo Propagation
in Bipartite Graph (PBG). O arcabougo teve o desenvolvimento inicial para a contexto nao
supervisionado, com a aplicacdo nas tarefas de reducdo de dimensionalidade e extracdo de
tépicos. Nao foi considerado que a colecdo de documentos estd em fluxo. Isso foi necessario
pois € mais facil validar o algoritmo no contexto estitico. Aproveitando esse arcabougo, foram
incluidas algumas heuristicas simples de inicializacdo para melhorar a qualidade dos resultados
no contexto nao supervisionado e também proposto uma versao paralelizada para melhorar o
tempo de processamento. Em seguida, foi proposta uma versao semissupervisionada, que utiliza
uma pequena quantidade de documentos rotulados para a tarefa de classificagao transdutiva. E por
fim, esse arcabouco foi aplicado no contexto dindmico, onde se considera fluxo de documentos.
Todos os algoritmos sao fundamentados na otimiza¢ao da divergéncia entre os vetores associados
aos vértices do grafo bipartido, e a validacdo € realizada por meio de experimentos e andlise

comparativa com os algoritmos estado-da-arte.

O arcabouco desenvolvido neste projeto para o aprendizado de maquina utilizando a
representacdo de documentos textuais em grafos bipartidos € baseado no algoritmo de propagacao
de rétulos. Porém, no método aqui proposto, os rétulos sao vetores K-dimensionais (onde K € o
ndmero de topicos, grupos ou classes) atribuidos a cada vértice do grafo bipartido. Diferentemente
da técnica tradicional de propagacao de rétulos, o que € propagado no método proposto neste
trabalho sdo os valores contidos nos vetores associados a cada vértice. A estrutura de propagacao
é um grafo bipartido representando documentos, termos e suas relacdes. E demonstrado no
capitulo posterior que o algoritmo de propagacdo proposto é de fato um procedimento de
otimizacdo da divergéncia entre os vetores associados a cada vértices e os vetores associados a
seus vértices vizinhos. A premissa basica do algoritmo proposto € que vértices (que representam
documentos e palavras) que estdo altamente conectados devem possuir vetores com informacdes
de topicos similares, e que vértices distintos, ou vizinhanga de vértices com poucas ligagdes,
devem ter vetores com informagdes de topicos distintos. Utilizando a abordagem baseada na
representacdo em grafo bipartido proposta, foram encontrados resultados similares, em alguns

casos superiores, as técnicas LDA e NMF.

No contexto ndo supervisionado, a propaga¢ao de rotulos assume que os rétulos atribuidos
aos vértices sao indices dos grupos. Para o problema de extracio de tépicos, os rotulos sdo vetores
K-dimensionais onde a posicdo k desses vetores correspondem ao grau de filiacdo do vértice
ao topico k. Os valores desses vetores podem ser iniciados aleatoriamente. Porém, € possivel
melhorar substancialmente a solugdo inicial aplicando uma heuristica de agrupamento para

encontrar bons rétulos. Essa simples aplicacio de heuristicas na inicializa¢do dos dados mostrou
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uma significativa melhora nos resultados finais em comparac¢ao com as técnicas LDA e NMF.
Outra melhora obtida pela representacdo da cole¢dao como grafo bipartido foi a possibilidade
de definir subestruturas do grafo. Com isso, foi possivel dividir de forma simples o problema
em subproblemas, de modo que a resolug¢do de todos os subproblemas possam compor uma
solucdo para o problema maior. Esses subproblemas foram identificados como subestruturas
locais do grafo, e com isso os procedimentos de propagacdo foram divididos em propagacao
local e propagacao global. Para tirar vantagem disso, foi desenvolvido uma versdo paralela
do algoritmo proposto, trazendo melhora no tempo de convergéncia total. A versdo paralela
aplica varias propagacoes locais simultaneamente em diferentes processos, € uni as solu¢des no

procedimento de propagacao global.

Com a utilizacdo da heuristica de propagacdo em grafo bipartido, foi possivel estender o
algoritmo do contexto ndo supervisionado para o semissupervisionado. Em especifico, foram
utilizados documentos previamente rotulados e documentos nao rotulados para melhorar a tarefa
de classificacdo transdutiva. Na abordagem transdutiva, os rétulos dos documentos ndo rotulados
sao estimados diretamente sem a criacao de um modelo de classificacdo. Na versao semissuper-
visionada, presume-se que os documentos rotulados possuem a soluc@o 6tima, simplificando
o problema fixando o valor dos vetores associados a documentos rotulados. Os resultados dos
experimentos realizados em comparacdo com outros algoritmos de classificacao transdutiva
mostraram que essa abordagem € promissora, obtendo resultados superiores principalmente

quando sdo considerados poucos documentos rotulados.

A estrutura local do grafo corresponde as ligacdes feitas por um tnico vértice do tipo
documento para os vértices do tipo palavra que ocorrem no documento. J4 a estrutura global sdo
as ligacdes feitas para todos os vértices do tipo documento. Claramente, operacdes na estrutura
global do grafo sao dispendiosas, e se torna o gargalo em aplica¢des com grandes quantidades
de documentos. Para superar esses problemas, foi proposta uma versao online do algoritmo de
propagacdo em grafos bipartidos para o problema de extragcdo de topicos. Nessa versdo online, a
propagacdo é feita na estrutura local do grafo, e as propagacdes na estrutura global s@o alteradas
para um esquema incremental. E mostrado que essa abordagem é semelhante a aplicacio do
método de gradiente estocdstico no problema estabelecido pela otimiza¢do da divergéncia dos

vetores associados aos vértices do grafo bipartido.

1.1 Objetivos e Hipotese

Motivado pelos desafios comentados anteriormente e pela necessidade de métodos para
extracdo de topicos que sejam simples, dteis nos cendrios reais e de facil inser¢do de conheci-
mento heuristico, este trabalho tem como objetivo investigar técnicas eficientes em aprendizado
de mdaquinas e minera¢do de documentos textuais que permitam a extracao de conhecimento

tematico. O problema de descoberta de tdpicos estd relacionado com o agrupamento de palavras
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que ocorrem frequentemente em documentos correlacionados. Assim, acredita-se que a utiliza-
cdo de uma estrutura em grafos para relacionar documentos e palavras seja compensatoria para
a construcdo de modelos de extracao de topicos. Além disso, sdo investigadas as abordagem

tradicionais de modelagem de tOpicos e suas principais caracteristicas.

A hipétese levantada neste trabalho € que a representacdo via grafos permite a geracao
de modelos de extracdo de topicos eficazes, eficientes e simples de se adaptarem para trabalhar

em outros dominios, como no caso de dados em fluxo.

O objetivo geral do projeto € investigar e desenvolver técnicas que combinem a repre-
sentacdo expressiva possibilitada pela teoria de redes complexas com técnicas heuristicas que
permitam tratar o problema de extracdo de topicos em fluxo de textos. Os objetivos especificos

que tratam de pontos de pesquisa ainda em aberto, s3o os seguintes:

e investigar os modelos de tépicos, estudar a formulacdo desses modelos, conhecer os detal-
hes dos algoritmos de inferéncia e os métodos computacionais aplicado para o problema
de extracdo de topicos, realizar comparagdes entre os métodos, e obter fundamentos para

o desenvolvimento de novos algoritmos para extracdo de tépicos;

e desenvolver um arcabougo baseado na representagdo em grafo bipartido para a constru¢ao
de algoritmos simples para o aprendizado e extracdo de informacdo em colecdes de

documentos textuais;

e aplicar o arcabouco desenvolvido em outros dominios, como o aprendizado transdutivo,

realizar experimentos e a avaliagdo dos resultados;

e descobrir quais topicos pertencem aos documentos textuais em tempo real por um processo
automatico, desenvolvendo, para isso, um algoritmo que descobre quais sdo esses topicos

e os incrementa gradualmente, a medida que novos documentos chegam;

e contribuir no desenvolvimento dos modelos para extracio de tépicos em fluxo de docu-

mentos aplicando técnicas baseadas em grafos bipartidos.

1.2 Contribuicoes

O presente trabalho apresenta vdrias contribuicdes, as quais sdo descritas sucintamente a

seguir.

Estudo detalhado sobre modelos probabilisticos de tépicos: No levantamento bibli-
ogréfico, encontrou-se varios trabalhos recentes que estendem ou modificam o modelo
LDA. Isso revela que este modelo representa o estado da arte em extragcdo de topicos. Por
isso foi conduzido um estudo detalhado dos modelos probabilisticos de topicos, tendo

os algoritmos de inferéncia do modelo LDA como base. Esse estudo foi importante para
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perceber as nuances dos algoritmos e métodos para a extragdo de topicos. Além disso,
como contribuicdo dessa tese, foi realizada uma andlise comparativa entre o LDA e NMF,
onde foi possivel concluir que a funcao objetivo do NMF com a divergéncia de Kullback-
Leibler ¢ uma aproximacgdo da func@o objetivo estabelecida pelo método de inferéncia
variacional aplicado no LDA com priori simétricas. Resultando no trabalho (FALEIROS;
LOPES, 2016).

Aprendizado em grafos: Grafos sdo simplesmente vértices e arestas, porém € uma rep-
resentacdo robusta, na qual as relagdes criadas entre os objetos representados sdo in-
formacdes tuteis para a tarefa de classificacdo. Aproveitando isso, foram investigados
algoritmos de aprendizado em grafos e desenvolvidos os seguintes trabalhos em colabo-
racdo: (FALEIROS; BERTON; LOPES, 2012; VALVERDE-REBAZA et al., 2015).

Elaboracao de um algoritmo simples para a extracao de tépicos: Grafo bipartido é
uma das formas mais simples de se representar colegdes de textos. E o projeto do algoritmo
de propagacdo de rétulos € facil de compreender. Assim, neste trabalho foi proposto um
arcabouco baseado no algoritmo de propagacdo em grafos bipartidos para a aplicacdo em

tarefas de aprendizado de maquinas.

Aprendizado em grafos bipartidos: Colaboracdo na proposta de um algoritmo de catego-
rizagcdo de documentos textuais inspirado na estrutura de grafos bipartidos para a inducao
de um modelo de classificagdo. Resultando nos trabalhos (ROSSI ef al., 2012; ROSSI et
al., 2014). Proposta de um algoritmo semissupervisionado para a tarefa de transducdo de
cole¢des de documentos utilizando grafos bipartidos. Resultando no trabalho (FALEIROS;
ROSSI; LOPES, 2016).

Elaboracao do algoritmo online para a extracao de tépicos: Extensio do algoritmo de
propagacdo em grafos bipartidos para o ambiente de fluxo de documentos. Descrever a
fundamentagdo do algoritmo online e como ele pode ser descrito considerando o arcabougo

desenvolvido.

Todos os algoritmos desenvolvido nesta tese (desenvolvidos como trabalho principal
ou coautoria) estdo descritos na Tabela 1. Nessa tabela sao descritas as tarefas principais nos
quais os algoritmos foram aplicados e os procedimentos de iniciacdo. Para cada tipo de tarefa
foi aplicado um método de avaliacdo adequado e foram realizadas comparacdes com um outro

algoritmo na literatura que se adéqua a correspondente atividade.

1.3 Organizacao da Tese

Para melhor entendimento da pesquisa descrita nessa tese, no Capitulo 2 € revisado os

modelos probabilisticos de topicos, detalhando o modelo LDA, a formulacdao matematica, as
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Tabela 1 — Algoritmos desenvolvidos como contribui¢do direta desta tese ou desenvolvidos como co-autoria. Nessa
tabela sdo comentadas algumas diferencas entre esses algoritmos. Maiores detalhes sdo descritos no

Capitulo 3
algoritmo descricdo tarefa iniciagdo
pbg algoritmo ndo supervision- | agrupamento, extracao de topi- | aleatdria
ado cos, reducdo de dimensionali-
dade
kmeans+pbg algoritmo ndo supervision- | agrupamento, extracdo de topi- | k-means
ado cos, reducdo de dimensionali-
dade
hcl+pbg algoritmo ndo supervision- | agrupamento, extra¢do de topi- | algorithm hcl
ado cos, reducdo de dimensionali-
dade
pbg-threads algoritmo ndo supervision- | agrupamento, extracao de topi- | aleatéria
ado paralelizado cos, reducdo de dimensionali-
dade
imbhn (ROSSI | algoritmo supervisionado | classifica¢do indutiva aleatdria
etal.,2012) (ndo é contribuicao princi-
pal desta tese)
tpbg algorithmo semissupervi- | classificagcdo transdutiva aleatdria
sionado
opbg algoritmo ndo supervision- | agrupamento, extragcdo de topi- | aleatéria
ado online cos, redugdo de dimensionali-
dade

Fonte: Elaborada pelo autor.

derivacdes do modelo, os algoritmos de inferéncia e a andlise comparativa com o método NMF.
No Capitulo 3 € apresentado o arcaboucgo de aprendizado de mdquina usando a representagao
de documentos textuais via grafos bipartidos. Nesse capitulo, inicialmente, € apresentado a
versdo supervisionada, que, apesar de ndo ser uma contribuic¢ao direta dessa tese, teve partici-
pacdo do aluno e serviu como primeiro passo para a constru¢do do arcabougo. Em seguida é
apresentado a versao ndo-supervisionada, que € o arcabougo base do método aqui proposto. Os
experimentos realizados mostraram a aplicabilidade desse algoritmo em problemas de reducao
de dimensionalidade e extracdo de tdpicos. E por tltimo, ainda no Capitulo 3, é apresentado
a versdo semissupervisionada, que € uma extensdo da versdo nao supervisionada, mas com a
presenca de alguns documentos rotulados para auxiliar na classifica¢do transdutiva. No Capitulo
4 € apresentado a versao online do algoritmo de propagacado de rétulos em grafos bipartidos. O
algoritmo € aplicado para o problema de extracdo de topicos considerando documentos em fluxo.
E por fim, no Capitulo 5, sdo apresentadas as conclusdes, a descri¢ao das limitacdes dos métodos

propostos e os trabalhos futuros.
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CAPITULO

MODELOS PROBABILITICOS DE TOPICOS

Motivados pela necessidade de técnicas eficientes para extracdo de informagdes em texto,
uma nova area de pesquisa surgiu em 2003, chamada de modelos probabilisticos de topicos
(Probabilistic Topic Models) (BLEI, 2011). O inicio dessa drea se deu basicamente com a
apresentacdo do LDA (Latent Dirichlet Allocation) (BLEIL; NG; JORDAN, 2003) — LDA € o
modelo base. Modelos probabilisticos de topicos (BLEI; NG; JORDAN, 2003; GRIFFITHS;
STEYVERS, 2004; STEYVERS; GRIFFITHS, 2007; HOFMANN, 1999) sdao um conjunto
de algoritmos cujo objetivo € descobrir estruturas temdticas ocultas em grandes colecdes de
documentos. Inicialmente, esses modelos foram propostos para serem aplicados em documentos
textuais, mas logo foram explorados em outros tipos de dados com atributos discretos, como
imagens (LI; PERONA, 2005; SIVIC et al., 2005; RUSSELL et al., 2006; CAO; LI, 2007), grafos
(HENDERSON; ELIASSI-RAD, 2009; BRONIATOWSKI; MAGEE, 2010; CHANG; BLEI,
2009; MEI et al., 2008) e outros. Como a base do modelo e a descri¢do tedrica € fundamentada
em documentos e palavras, neste trabalho nio € explorada a aplicacdo em outros tipos de dados.
Porém, a transi¢do para outros tipos de dados é direta uma vez que se entenda como o modelo é

aplicado em texto.

A exploragdo de grandes volumes de dados € simplificada pelos modelos probabilisticos
na descoberta dos tdpicos. Os topicos sdo estruturas com valor semantico e que, no contexto
de mineragao de texto, formam grupos de palavras que frequentemente ocorrem juntas. Esses
grupos de palavras quando analisados, dao indicios a um tema ou assunto que ocorre em um
subconjunto de documentos. Imagine vérios discursos proferido por politicos e transcritos como
documentos textuais. Se a cada dia varios documentos sao gerados, ao longo dos anos essa
colecdo de documentos aumentard, inviabilizando o gerenciamento manual. Aplicando uma
técnica como o LDA, é possivel organizar e agrupar um subconjunto de discursos pelos seus

respectivos temas.

Pesquisadores da drea de recuperagcdo de informacdo ja propuseram vdrias técnicas



40 Capitulo 2. Modelos Probabiliticos de Topicos

para reduzir o tamanho dos descritores de uma colecao de documentos. Entre as técnicas mais
notdveis estd o Latent Semantic Indexing (LSI) (DEERWESTER et al., 1990; BERRY; DUMALIS;
O’BRIEN, 1995). O LSI usa a decomposi¢ao em valores singulares de uma matriz documento-
termo para identificar um subespaco linear que apresenta uma maior variagdo no espago de
caracterfsticas. Conhecendo a funcionalidade do LSI, € possivel estender essa técnica para um
modelo generativo probabilistico. Fazendo isso, Hofmann (1999) propds o probabilistic Latent
Semantic Indexing (pLSI). O pLSI é um modelo probabilistico com habilidade de recuperar
aspectos de cole¢des de documentos. No modelo pLSI, cada palavra em um documento é
amostrada de uma varidvel aleatoria que representa um topico. Assim, cada palavra em um
documento € gerada por um topico, e cada documento possui palavras geradas por diferentes
topicos. Isso faz com que um documento possua diferentes propor¢des de topicos. Apesar do
pLSI ser um modelo probabilistico, ele ndo € um modelo gerador de documentos completo pois
nao prové um modelo probabilistico no nivel dos documentos. Ou seja, apesar das palavras
serem geradas por varidveis aleatdrias obedecendo uma distribui¢do multinomial, os documentos

sdo apenas bag-of-words.

O modelo pLSI foi estendido para o modelo LDA (Latent Dirichlet Allocation). O LDA
¢ um modelo bayesiano completo e se baseia na geracdo dos topicos como distribuicdes de
Dirichlet. Em comparacao ao pLSI, o LDA descreve um modelo capaz de classificar documentos
nao conhecidos (documentos que nio foram utilizados no treinamento), e utilizar informagdes a
priori. Por essas caracteristicas, o LDA tem influenciado uma grande quantidade de trabalhos e
se tornado a base dos modernos modelos estatisticos de aprendizado de médquina, resultando em

uma nova classe de modelos estatisticos chamados Modelos Probabilisticos de Topicos.

O modelo LDA especifica um simples procedimento probabilistico no qual uma cole¢ao
de documentos pode ser gerada. Para criar um novo documento, inicialmente, escolhe-se uma
distribuicdo de topicos. Em seguida, para cada palavra nesse documento, escolhe-se um tépico
aleatoriamente de acordo com essa distribuicdo. A palavra € amostrada de acordo com o tépico

escolhido.

O processo inverso da geragdo de documentos € descobrir a distribui¢do de topicos que
geraram uma colec¢ao de documentos. Esse processo estd relacionada com a inferéncia do modelo
probabilistico. Os algoritmos para inferéncia de modelos probabilisticos de tépicos sdo métodos
estatisticos que analisam as palavras do texto original para descobrir os topicos. Esses algoritmos
sd0 ndo supervisionados — os topicos “emergem” da andlise dos textos originais (STEYVERS;
GRIFFITHS, 2007).

Neste capitulo € descrito o modelo base e referéncia para o desenvolvimento de modelos
probabilistico de tépicos, o0 LDA. Inicialmente, é descrita a formulacdo do modelo e, em seguida,
sdo apresentadas as principais técnicas de inferéncia probabilistica desse modelo: método de
amostragem de Gibbs e o método de inferéncia variacional. E por fim, € realizada uma andlise

comparativa do LDA com o NMF, onde sdao apontadas similaridades dessas duas técnicas.
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2.1 Latent Dirichlet Allocation (LDA)

Quando se discute sobre modelos probabilisticos de tépicos, o que se encontra na
literatura como estado da arte € o modelo LDA. O LDA € um modelo probabilistico generativo
para cole¢des de dados discretos como corpus de documentos (BLEI; NG; JORDAN, 2003).
Um modelo generativo € aquele que aleatoriamente gera os dados a partir das varidveis latentes.
Assim, o LDA ndo é um algoritmo com descri¢des sequenciais de instrucdes para encontrar
topicos dada uma colecdo de documentos. O LDA € um modelo probabilistico no qual € descrito
como os documentos sio gerados. Nesse modelo, as varidveis observaveis sao os termos de cada
documento e as varidveis ndo observaveis sdo as distribui¢des de topicos. Os parametros das

distribuicdes de topicos, conhecidos como hiper-parametros, sdo dados a priori no modelo.

A distribuicao utilizada para amostrar a distribuicdo de tépicos € a distribuicao de
Dirichlet. No processo generativo, o resultado da amostragem da Dirichlet é usado para alocar
as palavras de diferentes topicos e que preencherdo os documentos. Assim, pode-se perceber o
significado do nome Latent Dirichlet Allocation, que expressa a intencdo do modelo de alocar os

topicos latentes que sdo distribuidos obedecendo a distribui¢do de Dirichlet.

A fun¢do de densidade da distribui¢do de Dirichlet, denotada como Dir(z, ), é a

seguinte:
. 1K e
Dir(z,a) = mkl:[]zk , (2.1)
onde z = (zj,...,2x) é uma varidvel K-dimensional, 0 <z; <1 e ZlelZi = 1. Aqui, o =
(aq,...,0K) sdo os hiper-parametros da distribuicdo. A func¢do B(a) é a fungdo Beta, na qual

pode ser expressa em termos da fun¢do gama I

K
B(o) = M (2.2)

T (X o)

A distribuicao de Dirichlet tem algumas propriedades importantes (BISHOP, 2006), e por isso

sdo comumente usadas em estatistica Bayesiana .

O processo gerador do LDA € um processo imagindrio e, inverso ao que € proposto em
uma tarefa computacional de extra¢do de informacdes, assume-se que os topicos sdo especificados
antes que qualquer dado seja gerado. Aqui, os tépicos sdo definidos como distribuicdes de
probabilidade sobre um vocabulario fixo de palavras. Enquanto que os documentos, nada mais
do que bag-of-words, surgem da escolha aleatdria das palavras pertencentes a uma distribui¢oes

de tépicos.

Pode-se detalhar o processo gerador do modelo LDA. Para isso, deve-se assumir que um

documento d; € criado da seguinte forma:

' A distribui¢io de Dirichlet é a priori conjugada da distribuicio multinomial
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1. Crie as distribui¢oes ¢ ~ Dir(¢y, ) para todo tépico k, como 0 < k < K.
2. Crie uma distribuig¢do 6; ~ Dir(6, a) para o documento d;.
3. Para cada posicao i das palavras no documento d,

a) Escolha aleatoriamente um tépico z;; ~ Multinomial(6;).

b) Escolha aleatoriamente uma palavra w; ; com probabilidade p(w; ;|¢;;,).

No processo gerador, inicialmente, sdo utilizadas duas varidveis para representar as
distribui¢des. A varidvel ¢ é uma varidvel n-dimensional, onde n é o nlimero de palavras do
vocabulario. A variavel 0 é uma varidvel K-dimensional, onde o valor de K é o nimero de

. o e . noa
topicos. Essas varidveis descrevem distribui¢6es de probabilidades, logo Y7 ¢; =1, ¢; > 0, e
Z,K 0; =1, 6; > 0. Essas duas varidveis sdo geradas pela distribuicao de Dirichlet (Dir) com seus

respectivos hiper-parametros 3 e a.

Em seguida, com as distribui¢des ¢ e 6}, € gerado o documento d;. No modelo LDA um
documento € simplesmente uma bag-of-words, com ng, termos em um documento d;. Os termos
de uma bag-of-words sdo palavras do vocabulario, e ocasionalmente podem ocorrer repeticoes
de uma mesma palavra. Para cada posi¢do i, das ng; posigoes de termos de uma bag-of-words, &
escolhida uma palavra da distribuic@o de topicos. Para isso, deve-se escolher um tépico k dos K
topicos existentes, € associar esse topico a posi¢do i do documento d;. A varidvel z;; armazenara
o topico escolhido. O tépico € escolhido obedecendo a distribui¢do 8;, que informa a participagdo
dos tépicos no documento d; especificadamente. Em seguida, € escolhido da distribuicio ¢ a
palavra que ird preencher a posicado i. A varidvel ¢ sdo K distribui¢cdes n-dimensionais, onde
cada distribuicdo k, ¢, corresponde a propor¢des de palavras que semanticamente descrevem o
assunto do qual o t6pico k trata. Assim, o termo w ; deve ser escolhido do tépico z; ;, obedecendo

a distribui¢do de palavras ¢ .

Uma caracteristica importante do LDA é que cada documento possui sua propria dis-
tribui¢do de topicos ;. Assim, um mesmo documento pode estar relacionado com vérios topicos
com diferentes proporcdes de relevancias. Pode-se perceber isso no modelo generativo pela
escolha do tépico atribuido a varidvel z; ;, onde ocasionalmente existird a chance da escolha de

diferentes topicos segundo a distribui¢do 6;.

Todo o processo generativo pode ser representado de forma gréafica por meio de uma
rede Bayesiana. Essa rede € ilustrada na Figura 1. Nessa rede, cada vértice corresponde a uma
varidvel e a aresta a relagdo de dependéncia. Na notacdo do modelo gréfico, em vez de ilustrar
cada variavel repetidas vezes, um retangulo é usado para agrupar varidveis em um subgrafo que
se repete. O niimero de repeti¢des € rotulado na parte inferior de cada retangulo. Os itens abaixo

descrevem a notacdo utilizada na Figura 1.

e K — Numero de tépicos
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e n — Numero de palavras do Vocabuldrio.

e m — Numero de documentos.

® ng — Numero de palavras em um documento d;, onde 1 < j < m.

e O — Distribui¢ao de tépicos por documentos.

e ¢ — Distribui¢c@o dos tépicos sobre as palavras de todo o vocabulério.

e 0; — Vetor com a proporg¢do dos topicos para o documento d, onde 1 < j < m.

e ¢, — Vetor com a proporcao das palavras do vocabuldrio para o topico k, onde 1 < k < K.
e o — Priore da distribui¢ao de Dirichlet, relacionada a distribuicdo documento-termo.
e [3 — Priore da distribuicdo de Dirichlet, relacionada a distribuigio tépico-palavra.

e w; — i-ésima palavra do vocabuldrio, onde 1 <i < n.

e w;; — palavra w; observada no documento dj,onde 1 < j<mel <i<n.

e 7, ; — Distribui¢do de topicos associado a palavra w;; no documento dj,onde 1 < j<me
1<i<n.

Figura 1 — Modelo Gréfico do LDA.

| distribuicao de topicos
por documentos

distribuicao de topicos
para cada palavra de um documento

A
’
’
’
’
’
’
1
'
i
'
|
\
\
\

m

distribuicao de topicos
para cada palavra de todo vocabulario
Fonte: Adaptada de Blei, Ng e Jordan (2003).
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O modelo Bayesiano do LDA € um modelo hierdrquico com trés niveis (veja a Figura
1). O primeiro nivel representa a distribuicao de tépicos em toda a colecdo de documentos. No
segundo nivel, tem-se a distribui¢dao dos topicos para cada documento. E o ultimo nivel, repete-se
a distribui¢do dos topicos internamente para as palavras em um documento. Com o ultimo nivel,

tona-se possivel representar um documento como uma mistura de tépicos.

Utilizando a Figura 1 para esclarecer a representacdo do modelo, percebe-se que no nivel
de toda a colecdo de documentos estdo os hiper-pardmetros & e 3. De forma simples, sem o
formalismo matematico, pode-se dar uma interpretagcdo para esses parametros. Um alto valor de
« significa que cada documento provavelmente conterd uma maior mistura de tépicos. Um valor
baixo para & indica maior probabilidade dos documentos conterem mistura de poucos topicos,
fazendo uma maior concentragdo em poucos topicos. Da mesma forma, um valor alto para 8
significa que cada tépico terd alta probabilidade de conter misturas de vdrias palavras. Enquanto

que um valor baixo para 3 indica que o tépico serd formado por poucas palavras.

No nivel de todo o vocabulério de palavras estd a varidvel ¢, que é amostrada para cada
tépico k. Cada vetor ¢ forma uma matriz de tamanho n x K, onde cada linha corresponde as
palavras do vocabulario e as colunas aos topicos. O valor de ¢ ; € a propor¢do do topico k para

uma palavra w;.

No nivel dos documentos, esté a variavel 8;, que é amostrada para cada documento da
colecdo. Pode-se interpretar essa distribuicao de documentos por topicos como uma matriz 6 de
tamanho m x K, onde cada linha sdo os documentos e as colunas os topicos. Uma linha dessa
matriz, referenciada como 6;, corresponde a propor¢ao de topicos para um documento d; da

colecao.

No nivel das palavras estdo as varidveis z;; € w; ;, €ssas varidveis sdo amostradas para
cada palavra w; em cada documento d;. A varidvel z; ; € a atribui¢do de um tépico k (1 <k < K)

para uma palavra w; de um documento d;.

Aqui, para dar um maior entendimento e também ja conhecendo a descri¢do grafica do
LDA (Figura 1), vamos reescrever o processo generativo, s6 que dessa vez apresentando os
passos para a geracao de toda a cole¢do de documentos. Assim, tem-se o processo generativo do

LDA com os seguintes passos:

1. Amostre K multinomiais @ ~ Dir(¢,3), um para cada tépico .
2. Amostre m multinomiais 6; ~ Dir(6;, o), um para cada documento d;.
3. Para cada documento d; da colecdo

a) Para cada palavra w; do documento d:

1. Associe um topico para z;; amostrado da distribui¢do de Dirichlet 6;.

ii. Amostre uma palavra w; da distribuigdo ¢, ..
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Com base no processo generativo, e observando a relacdo de dependéncia existente entre
as varidveis do modelo, € possivel descrever a probabilidade de todas as varidveis latentes do
modelo dado as informacdes a priori (BLEI, 2011). Transcrevendo essas probabilidades, tem-se

a seguinte distribui¢do conjunta:

K \%
p(z,w,¢,0|a,B) = kHP(ﬁbk!ﬁ) [1r6la) (HIP(Zj,i|éj)P(Wi,j|Zi.,j, ¢z,-,,-)> : (2.3)
1 i

j=1

Essa equagdo determina uma distribuicdo de probabilidade com um complexo nimero de
dependéncias. Por exemplo, a atribui¢do de tépico z;; depende da distribui¢do dos tépicos por
documento 6;, e a palavra observada w;; depende da atribui¢ao do topico z;,; € da propor¢ao

dessa palavra na distribuicdo ¢;; ..

Levando em consideragdo as varidveis observadas e ndo observadas, almeja-se descobrir
as atribui¢des de topicos para os documentos e as distribuicdes de documentos por tépicos e topi-
cos por termos. Ou seja, o grande problema computacional do LDA ¢ inferir p(z,¢,0,|w,a, ),

onde w sdo todas as palavras observadas na colecdo de documentos.

Pelo teorema de Bayes, pode-se formular a probabilidade de p(z, 9,0, |w, o, 3) como o
célculo da a posteriori do LDA. Dessa forma, tem-se
p(Z7W7¢7 eya’ﬁ)
p(w)

O numerador € a distribuicdo conjunta (Equacdo 2.3) do modelo e o denominador € a probabili-

p(z,0,0|w,a,B) = : (2.4)

dade marginal dos dados observados.

Logo, o problema computacional central pode ser resolvido inferindo a probabilidade
a posteriori de todo o modelo, descrito na Equacgao 2.4. Isso pode ser pensado como o inverso
do processo generativo. Teoricamente, esse cdlculo de inferéncia pode ser feito pela soma da
distribuicdo conjunta de todos os valores possiveis atribuidos as varidveis ndo observadas (todas
as palavras da colecdo). Entretanto, o nimero de atribui¢des possiveis € exponencialmente
grande, fazendo esse cdlculo intratdvel computacionalmente (BLEI, 2011). Apesar disso, existem
varios métodos para aproximar a distribui¢do a posteriori. Entre os métodos mais utilizados
na literatura para inferéncia do modelo LDA estdo o Gibbs Sampling (Amostrador de Gibbs)
(GRIFFITHS; STEYVERS, 2004) e Variational Inference (Inferéncia Variacional) (BLEI; NG;
JORDAN, 2003).

Nas proximas se¢des serdo discutidos os métodos de inferéncia. Inicialmente, serd
descrito o Amostrador de Gibbs e como aplicé-lo no caso do LDA. Em seguida serd descrito o

método de inferéncia variacional e sua aplicacdo no LDA.

2.1.1 Inferéncia do LDA via Amostrador de Gibbs

Entre os métodos de inferéncia, o Amostrador de Gibbs € o mais popular principalmente

pela facilidade de implementagdo e sua aplicacao em diversos problemas (GEMAN; GEMAN,
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1984). O amostrador de Gibbs € um caso especial da simulacdo de Monte Carlo em Cadeia
de Markov. Métodos de Monte Carlo em Cadeia de Markov podem emular distribui¢des de

probabilidades com alta dimensionalidade por meio do comportamento estaciondrio da cadeia de
Markov.

O processo realizado pelo amostrador de Gibbs se baseia na amostragem de cada di-
mensao alternadamente, uma de cada vez, condicionada ao valor de todas as outras dimensoes.
Suponha que ha uma variavel K-dimensional ndo observada, z = {z1,...,zx}, onde z; corre-
sponde ao valor da i-ésima dimens@o do vetor z e z—; = {z1,22,---,Zi—1,Zi+15- - -, 2K }» SUponha
também a evidéncia dada pela varidvel observada, w. Nesse exemplo, a distribuicdo a ser in-
ferida é p(z|w). Assim, em vez de fazer amostras em toda a distribui¢o z para inferir p(z|w), o
amostrador de Gibbs faz escolhas separadas para cada dimensao i de z, onde a amostragem de z;

depende das outras dimensdes em z_; amostradas até o momento.

Com a intens@o de descobrir p(z|w), pode-se apresentar um algoritmo simples de-
screvendo o processo realizado pelo amostrado de Gibbs. Esse algoritmo estd sumarizado

no Algoritmo 1.

Algoritmo 1: Amostrador de Gibbs
Entrada : nimero de iteracdes T, varidvel ndo observada z, varidvel observada w.

1 inicio

2 Z(O)<_{Z(IO),_”7Z§?)} ;

3 para t =1to T faca

4 parai=1to K faca

|| L P D, )
6 retorne estimativa de p(z|w) ;

No Algoritmo 1, a varidvel ndo observada no instante inicial, z(o), pode ser iniciada
aleatoriamente. Em seguida, é realizado o processo de iteracao onde € amostrado cada dimensao
de z em relagdo a todas as outras dimensdes amostradas até entdo. Esse processo € realizado T

vezes, tendo no final desse processo a estimativa de p(z|w).

O amostrador de Gibbs gera uma cadeia de Markov de amostras. Com base nisso, é
possivel demonstrar convergéncia do algoritmo. Aqui, ndo serdo apresentadas as demonstracoes
de que o algoritmo alcanca um estado estaciondrio de transi¢cdes na cadeia de Markov, mas essas

demonstracdes podem ser encontradas no trabalho de Russell e Norvig (2003).

2.1.1.1 Integrando o LDA para o Amostrador de Gibbs

No caso do LDA, o amostrador de Gibbs deve fazer amostragem de trés varidveis ocultas,
z, 6 e ¢. Para simplificar, o método de Gibbs aplicado no LDA ¢ colapsado de forma a amostrar

apenas a varidvel z, e a partir de z encontrar os valores das varidveis 0 e ¢.
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O processo de amostragem € realizado por meio de estatisticas obtidas pela contagem
das atribui¢des de palavras para os tépicos e topicos para documentos feitas apds amostragem.

Para manter essas estatisticas, serao introduzidas as seguintes varidveis contadoras:

e c; ;i corresponde ao nimero de vezes que um termo w; € atribuida ao topico k no docu-

mento d,
® Cj .k € onimero de termos no documento d; atribuidas ao topico k,
® ¢, ;i € 0 numero de vezes que o termo w; € atribuida ao topico k em todos os documento,

® . .k € 0 numero de termos atribuidos ao tépico k considerando toda a cole¢@do de docu-

mentos.

O amostrador colapsado de Gibbs computa a probabilidade do topico z, j, ser atribuido
para a posicao do termo w; no documento d,, dada as atribui¢des realizadas anteriormente para

as outras posi¢des no documento dj,, denotada como z_(, 5),

p(Za,b|Z—(a,b) W, &, ﬁ) (2.5)
Pela definicdo de probabilidade condicional, tem-se

_ p(Za,baz—(a,b)aW’aaﬁ)

(2.6)
p(z—(a,b)vaavﬁ)
Removendo o denominador, que ndo depende de z, 5, € unindo z, 5 € 2_ (4 ) €m 2,
“P(Za,b7Z—(a,b)aW’0‘aﬁ) =p(Z,W|O€,ﬁ)- (2.7

Usando a regra da probabilidade total, integrando a distribui¢do de documentos por tépicos 0, e

a distribuicdo de tépicos por palavras @,

Z//p<9,¢,z,wla,ﬁ>d9d¢. 2.8)

Expandindo a integral dada pela propriedade da distribui¢io conjunta do LDA (Equagdo 2.3),

= [ p(ele)p(6la)ae x [ p(wlo.2)p(9IB)do. 29

e entdo expandindo os termos,

m K m ndj
— [ T1pGil6np(6ilarde x [ TTp(odB) TTTTp0wsiles,)do 210
j=1 k=1

j=li=1

S

=11/ pil6)p(6slc)a; xH [/ plolB) [T ptw31,)do, @
Jj=1 i=1i=1

~
~
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Desde que essas probabilidades obedecam a distribui¢do de Dirichlet, elas podem ser substituidas

pela férmula usual (Equacdo 2.1),

4 F(ZkK:1ak K eock IIJIG
ik 2l

K ( Bl) n B m ndj
XH/H (ﬁz),ljl ik L1190, (2.12)

Lembrando que x“x” = x“*?, pode-se substituir o produto interno das distribuicdes 0 e ¢,

/ Zk 1 ak Qa]’(l H ef,/]';*,kdej
e k = T

/HZk 1 O) H ak+CJ*k 1d9 H/H

Em seguida, multiplicar por uma constante formada por duas fracdes inversas e com valor igual

= »—

n

n

¢>Bl‘ “ag,. (2.14)
l

aum,

:ﬁ D(Xiy o) Ty D(ejnie + 0%) [ T(ERy €k + ) ﬁ gl
ot T Do) TSR s+ o) S TTim Tk + 0) i

T B) T T(ewin+Br) [ Ty coak+B) £ Brewss—1
! L dg.
S ) T e s ) ) T Ty LI ™49

(2.15)

O valor formado pelas integrais correspondem a densidade de uma distribui¢do de Dirichlet,

consequentemente elas tem valor igual a 1 e podem ser removidas,

_ﬁ F(Zszl o) HkK=1F(Cj,*,k+O‘k) y K T( =1 B) IT/— T(ca sk + Bi)

= . 2.16
=1 ITE T(ow) T(Eh_ cjan+ o) i Limi D(B) T(X)_ conn +Br) (10

Removendo as fungdes I" que dependem apenas dos hiper-pardmetros (constantes) o e f3, terd a

seguinte proporcionalidade

o H [Tt Tcjok + 0%) " ﬁ I T(cean+B)

% . (2.17)
DX ikt o) o1 D cerk+Br)
Em seguida, serd separado esse produto evidenciando a posi¢do b no documento d,,,
H Hk VD¢ + o) o HkK:I I(cax+ O)
jFa Zk 1 CJ ok T ak) F(ZkK=1 Capxk+ ak)
K 1T} s, , V(Coiet Br) X T(Cim, k)
e s 2.18)

X
kl;ll (X corx+Br)
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Removendo os termos da equagio que ndo dependam da posigao (a,b),

(2.19)

o< HkKZl F(cav*ak + ak H C* Wa, b>k + ﬁwa b)
F(Zszl Caxk + ak k=1 Zl 1Cx.,1k + ﬁl)

7(61,17)

Seja ¢ o valor das contagens feitas como o contador ¢, mas desconsiderando a contagem da

a,b)

posigdes (a,b). Note que para contagens que ndo inclui o documento a, o valor de clab) — ¢ e

para as contagens na posi¢ao b do documento a, € incrementado 1 mais o valor ja contado em
Ca,b’

—(ab
HkK#za,b (¢, i K Yt i) X F(Cmgfza,)b +og,,+1)
o< oy
<1 +z£5 Leas + o)
K F( *Wab7 ﬁwab) F(C*Evab7zab+ﬁwab+l)

2.20
Xk;«l;!,b (Zl:lc*,l,k+ﬁl) (1+Zl ] *lz b+ﬁ) ( )

Desde que x € inteiro tem-se que I'(x+ 1) = x x I'(x), assim expande-se os termos dependentes
da posicéo (a,b),

—(a,b N/
_HkK7£Za,b ( a >(k k ) +o ) X F(Cavg‘cvlza; + aza,b) (Ca 5:12037 + aza b)

“(ab
I'(1 +21[§:1Ca,5<ak ')

(a (a
% ﬁ F( *Wab: Bw"b) r(c*wabvzab—i_ﬁwab) (C* Wabvzab—i-ﬁwab) (221)

k20 (X 1C*lk+Bl) I'( ;‘lc*lzubJrB)le lc*lzabJrﬁ

Unindo os produtos de k #zqp € k=2z4p,

—(ab
Hk 1 ( a * k ) +a ) (caﬁ(:jza,)b + aza,b)

a*k
(

(a
" ﬁ *wuh,k+Bwab) (cx, Wabazab+ﬁwab) (2.22)

Os produtdrios indexados por tdpicos resultam em valores constantes, logo podem ser removidos,

o (Ca >()<,Za)b + aZab) (C* ‘(’Vu byZa,b + ﬁwab) (223)

Z:l:l c*,l,za7b + Bl

—(ap) _ —(ab)

E por fim, pode-se simplificar o denominador de forma que ¥, ¢, diny = Col >

_ (ca, i,za)b + Otza b) (s, Eva pzap T Bws, b) (2.24)

**k +Z 1B

Assim, chega-se na equacdo de amostragem via algoritmo de Gibbs para o modelo LDA:

—(a,b
(Cavgfz/a,)b + aza b> X (c* ‘(’Va bsZa,b + Bwab)

Py B

p(le,b = k|Z—(a,b)7W7 Ot,ﬁ) o< (2.25)
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Uma vez estimado z, é possivel encontrar os valores para as distribuicdes 0 e ¢, as
respectivas distribuicdo de documentos por tépicos e tdpicos por palavras. Elas podem ser

obtidas pelo célculo

Cjxhk T O
0= L—= 2.26
Ik ng; +moy, ( )
Cow kT Bk
= ——. 2.27
(pk’l ( (C*,*J{ + nﬁk) ) ( )

Esses valores correspondem a estatisticas obtidas durante a amostragem e sdo normalizados

levando-se em conta a relacao de proporcionalidade.

Com base nas propor¢des e equacdes 2.25, 2.26 e 2.27 é apresentada na préxima se¢do o

algoritmo completo para a mostragem.

2.1.1.2 Algoritmo de inferéncia via amostrador de Gibbs

O procedimento de amostragem do algoritmo de Gibbs para o LDA pode ser executado
usando a Equacgdo 2.25 para a amostragem. O algoritmo € descrito no Algoritmo 3. Ele utiliza
apenas quatro grandes estrutura de dados: o contador c; , x que € uma matriz de dimensdo m X K,
onde mantém o contador do documento d; para um t6pico k; o contador ¢, ; x que € uma matriz
de dimensao k x n, onde mantém o contador do tépico k atribuido a uma palavra w;; o contador
Cs %k que € um vetor K-dimensional, onde mantém a quantidade de atribui¢des a um topico k; e
as atribui¢des z, que € uma matriz m X n onde mantém a atribui¢do de um documento d; para
cada termo w;. Com isso, o algoritmo executard em dois procedimentos, inicializagdo (Algoritmo

2) e amostragem (Algoritmo 3).

Algoritmo 2: Inicializacdo do Amostrador de Gibbs para LDA

Entrada : nimero de t6picos K, colecao de documentos

inicio

todas as variaveis contadoras ¢ x k, Cx i k> Cx xk S0 iniciados com zero ;

para documento d; com j € [1,m] faca

para palavra w; com i € [1,n;] no documento d; faca
amostre o indice do topico z;; < M ult(%) para palavra w; ; ;
incremente o contador de documento por topico: ¢« z; . + +3
incremente o contador de topico por palavra: ¢z, + +;
incremente a soma de palavras do tépico amostrado: Copryzy T 15

W N U R W N -

A amostragem envolve o cdlculo das estatisticas obtidas pelos contadores. Note que
na inicializac@o os contadores sdo incrementados com tépicos atribuidos aleatoriamente. Em
seguida, para atribuir um topicos para a varidvel z; ;, € necessério decrementar a contagem ja
atribuida ao termo na posicdo i do documento d;, fazer uma nova amostragem (via Equagao

2.25), e atualizar os contadores. O novo tdpico € atribuido para a varidvel z;; e, em seguida, sdo
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utilizadas para encontras as distribuicdes 0 e ¢ (via equacdes 2.26 e 2.27). Veja o Algoritmo 3

para o procedimento completo de amostragem de Gibbs para o LDA.

Algoritmo 3: Amostrador de Gibbs para o LDA

Entrada : niimero de tépicos K, cole¢do de documentos, hiper-parimetros o ¢ 8, nimero
de iteracdes T

1 inicio
2 Inicializa os contadores — Algoritmo 2 ;
3 enquanto ndo terminar o nimero de iteracoes T faca
4 para documento dj com j € [1,m]| faca
5 para palavra w; com i € [1,n;] no documento d; faca
6 Cj,*,zj_’[ T T Oz T T Cxgxzy T T 5
7 para tdpico k com k € [1,K]| faca
(€0 0 () By
8 p(ji=kl) = —"—a5 '
Cosk TLI1 B
9 topico = amostre de p(z|-) ;
10 Zj,i = topico ;
1 | Clzji T Crizj; + s Crpwegy T3
12 Atualize o conjunto de pardmetros 6 e ¢ de acordo com as equagdes (2.26) e (2.27) ;

A convergéncia desse algoritmo € alcangada quando ndo existe alteracdes na distribuicao

conjunta do modelo (Equagdo 2.3). Em termos praticos, € definido um nimero 7' de iteracoes.

2.1.2 Inferéncia do LDA via método variacional

Nessa secdo € apresentado o algoritmo de inferéncia variacional para o LDA. Esse
algoritmo tem uma abordagem diferente do amostrador de Gibbs. O método variacional ndo se
baseia em amostragem, em vez disso, ele transforma o processo de inferéncia da distribui¢ao a

posteriori do LDA em um problema de otimizacao.

Antes de especificar o método variacional para o LDA, € apresentada a nocdo basica do
método. Para isso, € utilizada uma notagdo genérica, considerando um modelo onde as varidveis
latentes ndo observadas é denotado por z, € o conjunto de todas as varidveis observaveis e o
conhecimento a priori é denotado por w. A probabilidade conjunta desse modelo é p(w,z). Aqui,
0 objetivo é encontrar uma solugao para a distribui¢do a posteriori p(z|w), ou seja, descobrir
o conhecimento oculto representado pela varidvel ndo observada z dada a observagdo em w.
Nessa secdo, € introduzido o método variacional (Variational Bayes Inference) para inferéncia

da distribuicdo a posteriori p(z|w).

Supde-se que o calculo da distribui¢cdo p(z|w) seja intratdvel. Assim, no método varia-
cional, uma solu¢@o aproximada para p(z|w) é alcangada por meio de uma outra distribui¢ao
q(z). Essa distribui¢do g(z) é definida por uma familia de distribui¢do mais “facil” de calcular do

que p(z|w). Dessa forma, inicialmente, é necessario definir uma familia de distribui¢des que se
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aproxime da a posteriori. A relagéo de proximidade entre a distribuicdo a posteriori p(z|w) e a
distribuicao variacional ¢(z) é medida pela divergéncia de Kullback-Leibler (KL) (KULLBACK;
LEIBLER, 1951) (veja a Defini¢do 1). Quanto menor a divergéncia KL entre as distribui¢des
q e a distribui¢do real p melhor serd a aproximagdo. Logo, o método variacional transforma o
problema de inferéncia em um problema de otimizagdo onde o objetivo é minimizar KL(q||p)
(BISHOP, 2006).

Definicao 1 (Divergéncia KL). Para duas distribui¢des continuas p e ¢, a divergéncia de Kullback-

Leibler, ou divergéncia KL, é calculada da seguinte forma:

KL(p|lq) = / p(x)loglq%dx, (2.28)

onde x € uma variavel aleatdria continua.

Assim como no cdlculo da posteriori, minimizar diretamente a divergéncia KL(g||p) é
intratavel. Porém, € possivel limitar a distribuicdo marginal do modelo em fun¢do apenas da
distribuicao variacional. Existe uma relacdo entre as distribui¢des real p e a variacional g com o
logaritmo da probabilidade marginal do modelo. Para alcangar essa relacao, serd estendido o

logaritmo da probabilidade marginal do modelo da seguinte forma:

logp(x) =1log [ p(x,z)dz

> Eq[p(x,2)] — Eq[q(2)]- (2.29)

O ultimo passo utiliza a desigualdade de Jensen (NEEDHAM, 1993) para encontrar um limite

inferior para o logaritmo da probabilidade marginal do modelo.

Pela Desigualdade (2.29), tem se que log p(x) é no minimo E, [p(x,z)] — E,4[q(z)]. Essa

expressdo, chamada de Evidence Lower Bound (ELBO) %, serd denotada como
L LE,[p(x,2)] —E,lq(z)]. (2.30)

Agora, qual a relagdo do ELBO com a minimizacao da divergéncia KL? Para encontrar essa

relacdo, basta calcular a diferenca
Eq[p(x,2)] —Eqlq(z)] —log p(x)

= [a@p.0)~ [ ~togp)

= [ate)0gp(v.0) = [q(2) 1084~ [ a(z)1ogp(v

= /Zq(z) log pb2) —/Z(I(Z)logCI(Z)

p(x)

<
<
=
2
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= /q(z)logp(Z|X) —/CI(Z) logq(z)

e
_/zq(z)log q(z)

- (/z 4(2)log pq(ZJ)O)

= —KL(q]|p) (2.31)

Relembrando que o principal objetivo é minimizar a divergéncia de Kullback-Leibler, de
forma que a distribui¢@o ¢(z) se aproxime de p(z|x). Com isso, pela Desigualdade (2.29) tem-se
que log p(x) é no maximo E, [p(x,z)] — E;[¢(z)]. J4 na Equagdo (2.31) tem-se a expressdo para a
divergéncia KL. Por essas duas equacdes, nota-se que para minimizar a divergéncia de Kullback-
Leibler é preciso maximizar E, [p(x,z)] — E,[g(z)]. Assim, foi transformado o problema de
inferéncia em um problema de otimizacao onde o objetivo é maximizar a Desigualdade 2.29. A
Desigualdade 2.29 € o ponto principal no método de inferéncia variacional, pois todo o processo

computacional desse método se baseia em otimizar o ELBO, aqui denotado como .Z.

2.1.3 Integrando o LDA para o método de inferéncia variacional

Para utilizar o método de inferéncia variacional no LDA, inicialmente, € necessario
definir uma distribuicdo ¢, tal que essa distribuicdo se aproxime da distribuicao a posteriori
original do LDA. Veja a Figura 1 para a descricdo grifica do LDA e a Equacdo 2.4 com a
descri¢ao da distribuicdo a posteriori. A distribuicao do LDA p € denotada nesse texto como
a distribuicdo “original”, e a distribuicdo g é chamada de distribuicdo variacional. Um modo
simples de se obter a familia de distribui¢do variacional g é considerar simples modificagcdes na
distribuicdo original. Removendo as arestas que ligam as varidveis 0, ¢, z e w, obtém um modelo
simplificado sem a relacdo de dependéncia entre essas varidveis. Com as varidveis independentes,
o nimero de combinagdes de valores atribuidos a elas se tornam computacionalmente vidveis.
Cada variavel da distribui¢do variacional, aqui denotada como varidveis variacionais, terdo suas
correspondentes na distribui¢ao original. Na Figura 2 estd o modelo grafico da distribuicao ¢,
com suas varidveis variacionais e suas correspondentes originais. A atribui¢io dos topicos z; ;
tem como distribui¢do variacional ¢(z;;|@;;) = Mult(¢; ;). Note que cada palavra observada
w; terd uma distribui¢do variacional sobre os tépicos, isso permite que diferentes palavras
sejam associadas para diferentes topicos. A distribui¢cdo dos documentos por tépicos, 0;, tem
sua distribui¢do variacional gerada por uma distribuicdo de Dirichlet ¢(6;) = Dir(y;, o), onde
Y; € um vetor K-dimensional. Existem diferentes distribui¢des de Dirichlet variacionais para
cada documento, permitindo que diferentes documentos sejam atribuidos a diferentes topicos
com diferentes propor¢des. Por fim, tem-se a distribuicao de tdpicos por termos, ¢, que tem
distribuigdo variacional para cada tépicos g(¢) = Dir(A, B), onde A é um vetor n-dimensional

com valores gerados pela distribuicdo de Dirichlet. Com base nessas simplificacdes, a familia de
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distribui¢des g € caracterizada pela seguinte distribuicdao

K m ndj
q(0,2,0) = [ [ a(oxlA) H( (6;17) [ T z,,|<p,,>, (2.32)
=1 1

k=1 j

onde ¢, ye A sdo as distribui¢des variacionais.

Figura 2 — Distribuicdo variacional aproximada para o modelo LDA.

O—0O |O—O %)H(A)

90]72 Z]ﬂ' n

i (9]

m K

Fonte: Adaptada de Blei, Ng e Jordan (2003).

O método variacional transforma o problema de inferéncia do LDA em um problema de

otimizacao, onde o objetivo é

(A% 75, 07) = irgminKL(q(G,z,¢>)Hp(9,z,¢!w,06,[3)), (2.33)
o

onde A*, ¥* e @* sdo os valores 6timos.

Otimizar a Equacao 2.33 diretamente € invidvel, mas como foi discutido na Se¢do 2.1.2,
pode-se otimizar essa equagdo por meio do ELBO. Para encontrar o ELBO .Z, o logaritmo da
probabilidade marginal do modelo € estendido. Para isso, € descrito a Desigualdade (2.29) em

relacdo a probabilidade marginal do LDA da seguinte forma:
log p(v]ot, ) = log | ¥.p(6,0,2:wla, B)d6

¢ZW|aﬁ) (0,9,2)
log/z 00,2 de

> [ zqw,¢,z>1ogp<e,¢,z,w|a,ﬁ>de— [ La(6.6.9)1084(6.9,2)d6
Z V4

= Eyllogp(6,¢,z,w|a, B)] — E4llogq(6,9,2)]
= g(’y’ (P77L|OC7B) (234)

Como foi discutido na Secdo 2.1.2, maximizar o ELBO € igual a minimizar a divergéncia
KL entre a distribuicao real do LDA e a distribuicdo variacional (Veja a Equacdo (2.31)). Os val-
ores encontrados para os parimetros variacionais ¥, ¢ e A pela minimizagdo de .Z (v, o, |, )
sdo aproximagdes para os pardmetros da distribuicdo p(0,,z|w, a, ). Entdo, o que é feito no

método variacional é maximizar o ELBO — Z(v,¢,A|a, ).
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As proximas subse¢des descrevem a expansdo do ELBO (.Z) segundo o modelo LDA
(como descrito na Secdo 2.1), e o procedimento de maximizagdo do ELBO utilizando a técnica

de gradiente descendente. Por fim, é descrito o algoritmo de inferéncia variacional.

Expandindo o ELBO

Relembrando alguns conceitos importantes para auxiliar na expansao do ELBO. Primeiro,
resolvendo E,[logp(0|a)], onde a notagdo E,|-| corresponde a esperanga em relagdo a dis-

tribui¢do variacional ¢, e pela definicao da distribui¢do de Dirichlet (Equacdo 2.1),

K

p(8la) = (¥ o) la" H 6" (2.35)
Hk 1 k:l
Aplicando o logaritmo em p(0|a),
K
log p(6]ar) =Y (o — 1)log 6 +1og (Y o) — Y log (). (2.36)
k k k

Agora, calculando a esperanca em relagdo a distribuicao g,

E4llogp(6]a)] =Y (o — 1)Eq[log 6] +1og () oy) — ilogf(ak). (2.37)
k k k

A expressdo E[log 0] corresponde a esperanga do logaritmo da distribui¢o 6 e é calculada como

Ellog] =¥ (y) - ¥ <Z yj) , (2.38)

onde W¥(+) é a fungdo digama, e ¥; sdo os pardmetros variacionais da distribui¢do g correspondente
a distribuicdo original 6 (BLEI; NG; JORDAN, 2003).

Com isso, o que € feito agora € reescrever o ELBO. Pela Equacdo 2.34, tem-se a defini¢ao
do ELBO

Z(y,(p,/ua,ﬁ) éEAlng(@,(]),Z,W“X,B)] _Eq[logQ(evq)vZ)] (239)

Com base na probabilidade conjunta do LDA, descrita na Equacéo (2.3), pode-se reescr-

ever a Equacdo (2.39) da seguinte forma:

L7, 9,A|a, B) =Eq[log p(¢|B)] (2.40)
+E,[logp(0|a)] (2.41)
+ E,[log p(z]6)] (2.42)
+ Eg[log p(wlz, 9)] (2.43)
— E4[logq(6,9,2)] (2.44)
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O que serd feito agora € estender cada um dos termos de .Z(y, ¢, 4|, B). Iniciando com
o Termo 2.40:

K
Eqllog p(9|B)] = Eq[ ), log p(x|B)]

=E; |} (i(ﬁi—l)log%ﬂogl“ i i‘, logI’ [3,))]
k=1 \i= = =
— kz <logl“(zn‘i[3) i logI'(B) + i(ﬁi— 1)E, [log¢k7i)]
:l l: = 1=
-y <logr<iﬁ> yi ogr<6,>+i<ﬁi—1>( ()= P2 ) ))
k=1 i—1 i=1 =l

Da mesma forma, para o Termo 2.41 tem-se:

Eyllog p(8|a)] = Eq|,

Ms

(log p(6)|t))]

= L
=

|
i

K
(Z(ak— l)logejk—HogF(
k

K
o) — Y logF(ak))]

k=1

~.
Il
_
I
_
Il
_

M=

K
o) — Y logl(ai) + Y (o4 — 1)E, [log Gj}k})
k=1

m K

= Z <logF(Z
j=1 k=1 k=1

£ (er(E e~ S oeriaos Ee (wos0-#En0) )
j=1 k=1 k=1 k=1 k

Para expandir o Termo 2.42, é necessdrio escrever p(z|60) da seguinte forma:

p(z]0) =

j n

m

: Hfi 6
= 7
j n

O vetor z;; contém a distribui¢do de topicos atribuidos a palavra w; no documento d;. Quando
atribuido a um topico k, o valor de z; ; x = 1, caso contrdrio, z;; x = 0. Logo, para o Termo 2.43,
tem-se

ng;

m J
ZZlogGZ”k
J

i

Eq[logp(z|9)] =E,

»MN

Na
ZZ]zklogejk

I

S
»MN
\M§
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Y Eqzjix] Eq[log6) 4]
n

’ldj K
Pjik (\P(W =103 m)) (2.45)
[

Para expandir o Termo 2.43, é necessdrio escrever p(w|z, ¢) da seguinte forma:

K m ndj
p(W|Z, (P) = HHHP(Wi’Z],l,ka (pk)
k j i
K m ndj Ziik
SinGE
j i
logo,

Eqllogp(wlz, 9)] = E4

No Termo 2.44, tem-se o correspondente da distribui¢do variacional (Equagdo 2.32)

K m
—E4lq(8,9,2)] = —/_ /_ Zq(ed,¢k,z)1ogq(9j,¢k,z)d9d¢dz

K
=~ [ al61084(0)dg - / 0,)logq(8;)46 — ¥ q(:)loga (2

Note que essa equagdo corresponde a entropia das distribui¢des variacionais ¢(0), g(¢) e ¢(z).
Sabendo disso, basta substituir pela férmula da entropias das distribui¢des de Dirichlet 0 e ¢,
e distribuicdo Muntinomial z com parametros variacionais. Aplicando a definicao de entropia
(veja a Definicdo no trabalho de Frigg e Werndl (2011)) tem-se

m K
~Efa(0.9.9) =~ [ a(6)1ozq(6,)d0 - La(@)loza(e) - [ al90)10ga(00)do

(g oo i)

K

—1og( Y vjx) + Z logI'(¥;x)
=1 =1

K
Z ®jiklog @k

1 k=1

ng

0
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)

— logl“(zn: M)+ z”,‘ IOgF(/lk.,i)>
i=1

i=1

Com as extensdes detalhadas de todos os itens, tem-se a formulacdo expandida do ELBO

k=1

+i <logF(Z o) — Y logT(ay) + Y (g — 1) ( (Yjx) — Zy]r >>

g(?a(P?;L‘aaB) :Z <logF i i Ogr Bl +i(ﬁ )( A’kl Zlku ))

+
M§ »MN =~

+
I

K K
—10g(Y vix)+ ) logT(v;x)
k=1 k=1

S
&

Q;.iklog <Pj,i,k>

T T
A EMa

~
I

— log F(Z Mei) + Z logl—‘(lhi)) (2.46)

Otimizando o ELBO

Como discutido na Se¢do anterior, o objetivo do algoritmo de inferéncia variacional
€ encontrar os valores dos parametros variacionais resolvendo o problema de otimizacdo na
Equacdo 2.33. A especificagdo detalhada do ELBO serve para definir a equacdo a ser otimizada.

Assim, deve-se maximizar a Equagdo (2.46) em rela¢@o a cada parAmetro variacional: ¥, ¢ e A

7z

Primeiro, para maximizar a Equagio (2.46) em relagdo a @y, x, definida como %5, . €
necesséario incluir a restricao Z,If Q4. = 1. Essa restri¢do € imposta na equagao incorporando o

multiplicador de Lagrande p; ;, tal que

Lo :;ii ®jik ( (‘P(Yj,k) -¥() m))

l
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K
< (Aki) — Zlkr > —log ‘Pj,i,k) +pj,i (Z ©jil— 1)
7

Note que £ é o ELBO com apenas os termos dependentes de ¢.

Para determinar o gradiente de X(p, deve-se calcular a derivada de oiﬂ(pjvi .

d%y. .
—d (pj’l’k = (( }/jk Z’YJV ) ( )’kl Zkkl > _log(p]717k>
Qjik

—1+pji

Colocando %}, igual a zero e isolando @ ; r, tem-se
(Pj,i,k:exp< (i) Z%r + W (Aki) — Zlkl —1+pj, z)
Nio ¢ necessdrio computar p;; e ¥(YX y;,), pois eles sdo os mesmos para todo k. Assim,
@ik o< exp ( (Vi) +¥ (M) — Z/Ikz > (2.47)

Em seguida, para maximizar a Equagdo (2.46) em relac@o a ¥, define-se .%, como

m K
D%ZZZ(O%—U< (Vik) — Z}’,r>

~

|
=~

Il
[u—y

+

Mz D=
-
T

K K
) Piik (‘PWJ.J«) —¥(), Yj,z))

l

) ((Yj,k —1) (‘P(Yj,k) 10) ny))
i=li=1 =1
—log(Y. vj6)+ Y, 10gr(7j,k)>

k=1 k=1

Derivando ‘Zyj‘k,

4 Y
: Y (Yx) Z%r o—1+Y 0jix—(ia—1)
d'}’]k i=1

Colocando .i”m igual a zero e isolando ¥; , tem-se

ndj
Yik=0+) ik (2.48)
i=1
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E por fim, maximizar a Equacédo (2.46) em relagdo a A

.,%L:k;lg(ﬁ )< () — Zxk,)
+1§1]§§¢],l,k< (M) — Z)Lk,>
({5 )

i=1 i=1

— logF(zn: Ai) + Z logF(lk,i)>

Derivando .Z),

df)t ) m. 9
dkkkjl - (Tl Mi) = Zlkl ) < P14 Y 1wy ZWi)¢j,1,k—(7Lk,i—1)>

Colocando ., . igual a zero e isolando A ;, tem-se

m J
+) Z Wil = W) @k (2.49)
j=1i=1

onde a expressdo 1(w;; = w;) é igual a 1 caso o termo na posi¢do / no documento d; for igual a

palavra w;, e 0 caso contrério.

Por fim, chegou-se nas operacdes de atualizacdo do algoritmo — equagdes 2.49, 2.48 e

2.47. Na proxima se¢do serd descrito o algoritmo de inferéncia variacional.

2.1.4 Algoritmo de inferéncia variacional

O método de inferéncia variacional transforma o problem de inferéncia probabilistica
em um problema de otimizacdo. Esse problema de otimizacdo pode ser resolvido iterando
em direcdo do gradiente da funcdo objetiva estabelecida por (v, @, A|a, ). Derivando o
ELBO .2 (7,9, A|a, B), sdo obtidas as atualizagdes referentes as equacgdes 2.49, 2.48 e 2.47 que
aproximam o valor da verossimilhanga do modelo, p(w|a, B). A descrigéo desse método estd no

Algoritmo 4.

Algumas considerac¢des devem ser feitas sobre o Algoritmo 4. Primeiro, a versao aqui
apresentada nao descreve como encontrar os hiperparametros & e 3, é assumido que eles sao
simétricos e dado como entrada. O hiperparametro € simétrico quando € um valor constante
para todas as componentes da distribuicdo. Em termos praticos, encontra-se na literatura valores
padrdes de alpha =50/K e B = 0.01 (STEYVERS; GRIFFITHS, 2007; WEI, CROFT, 2006),

sendo esses valores sugerido para a maioria das aplicacdes.
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Algoritmo 4: Algoritmo de inferéncia variacional para o LDA

Entrada : nimero de tépicos K, colecido de documentos, hiper-parimetros ¢ e 3, nimero
de iteragoes T

1 inicio
2 Inicia y; = a + ¢ para todo documento d; ;
3 Inicia aleatoriamente A; = Dir(f3) para toda palavra w; do vocabuldrio ;
4 logverossimilhanca =0 ;
5 enquanto [ogverossimilhanca ndo convergiu faca
6 para documento dj com j € [1,m| faca
7 repita
8 para palavra w; com i € [1,n4,] no documento d; faga
9 para dpico k € [1,K] faca
10 | @ik =exp (P(jx) + (i — P (I Ax))) 5
11 | Normaliza o vetor ¢;; para somar 1 ;
12 para tdpico k € [1,K] faca

ng.
13 | Vik=0+Y, @ik
14 | até convergéncia do vetor Yj;
15 para palavra w; com j € [1,n] faca
16 para tdpico k € [1,K] faca

ng.

17 t Ai =B+ X7 X2y 1w = wi) @0k 5
18 | Normalize o vetor A; para somar 1 ;
19 | logverossimilhanca = logverossimilhanca+ £ (y,,Ala, B) ;

2.2 Avaliacao dos Modelos Probabilisticos de Topicos

A forma mais comum de avaliar os modelos probabilisticos de tpicos € calculando o
logaritmo da verossimilhan¢a do modelo (WALLACH et al., 2009). Isso € normalmente realizado
separando a colecdo de documentos em dois subconjuntos, um para treino e outro para teste. Com
os documentos de treino cria-se 0 modelo. Em seguida, averigua-se o quao bom esse modelo
descreve documentos nio conhecidos, utilizando os documentos de testes. Quanto maior o valor
do logaritmo da verossimilhanca melhor € o modelo. Para o LDA, o modelo corresponde a
distribuicdo de topicos por palavras, ¢. O algoritmo de inferéncia € aplicado na colecdo de treino
para encontrar as distribuicdes ¢ € 6;,.in0. J& 0 conjunto de teste corresponde aos documentos nao
conhecidos pelo modelo. A distribui¢ao de documentos por tépicos, 6;eino, Na0 € considerada na
avaliacao pois descreve apenas aos documentos de treino, logo serd necessario computar uma

nova distribui¢ao 6.5, com apenas os documentos de teste.

Avaliar a efetividade do modelo de extragc@o de tpicos estd fortemente relacionada com
a correta decomposicao do conjunto de documentos em conceitos humanamente interpretaveis.
O que se encontra na literatura para avaliar modelos de mistura de topicos sdo métricas que

verificam a capacidade do modelo aprendido em predizer dados nao vistos (CHANG et al.,
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2009). O modelo que descreve uma colecao de documentos serd bom se a distribui¢do de topicos
por palavras ¢ também corresponder aos tOpicos contidos na colecdo de treino. Uma métrica
bastante utilizada é a medida de perplexidade (perplexity measure) (WAAL; BARNARD, 2008).
Para aplicar essa medida é necessdrio dividir todo o conjunto de dados em treinamento e teste. O
modelo € criado com o conjunto de treino, entdo mede-se o quao “perplexo” estd o modelo no
conjunto de teste, ou seja, € medido o quio bem estd a probabilidade das palavras do documento
de teste representada pela distribui¢do de tépicos por palavras obtidas pelo modelo. Quanto
menor o valor de perplexidade melhor serd o modelo. A perplexidade € calculada da seguinte

forma:

1
perplexidade(w) = exp _logp(wia. p) . (2.50)

log ):Tzl ng;

O logaritmo da verossimilhanga do modelo, p(w|a, ), é obtido de forma diferente dependendo
do algoritmo de inferéncia empregado. No algoritmo de amostragem de Gibbs € calculado da

seguinte forma:

m

ndj K
pwla,B) =Y Y log ) 6.0, (2.51)
1

j=li=1 k=
Ja no algoritmo de inferéncia variacional, o logaritmo da verossimilhanca do modelo € aproxi-
mado pelo ELBO (.Z — Equagdo 2.34).

Essas medidas sao boas para comparagdes entre os modelos probabilisticos, entretanto,
os valores obtidos nas medi¢des ndo necessariamente condizem com a correta relacdo entre os

topicos encontrados e os assuntos descritos na cole¢cdo (CHANG et al., 2009).

Informalmente, avaliacdes desses modelos podem ser realizadas das seguintes formas:
(1) Inspecionar cada tépico, fazendo a busca por palavras de maior probabilidade e verificar se
essas palavras sdo coerentemente relacionadas a algum conceito presente na colecdo. (2) Manter
um conjunto de documentos escolhidos aleatoriamente e ver se os topicos encontrados fazem
sentido ou ndo. Baseado nisso, o trabalho de (CHANG et al., 2009) propde métodos quantitativos
para mensurar o significado semantico dos topicos inferidos pelo modelo. Um método, chamado
Word Intrusion, mede a coeréncia desses topicos. Na tarefa realizada por esse método, um tépico
€ escolhido aleatoriamente, em seguida, as cinco palavras mais relacionadas com esse topico é
selecionada, uma sexta palavra € escolhida do conjunto de palavras menos relacionadas ao topico
escolhido. Entre essas seis palavras, o usudrio deve encontrar aquela que menos se relaciona com
todas as outras palavras. Se o topico ndo € coerente semanticamente, serd dificil apontar qual € a
palavra menos relacionada. Outro método proposto € chamado Topic Intrusion, nessa tarefa €
mostrado o titulo e partes do texto de um documento. Junto com o documento sdo apresentados
quatro tépicos (cada tépico contém oito palavras com maior probabilidade). Desses topicos,
trés sdo altamente relacionados com o documento. O tdpico restante € escolhido aleatoriamente
do conjunto de tépicos poucos relacionados. O usudrio deve encontrar o topico que menos se

relaciona ao documento apresentado.
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Ainda com o objetivo de se obter a avaliacdo da interpretabilidade, no trabalho de
Newman et al. (2010) foi proposto um método automatico baseado na informa¢do mutua entre
pares de palavras que formam o tépico, chamado Pointwise Mutual Information (PMI), para
simular a avaliacdo humana sobre a qualidade dos tépicos. No trabalho de Mimno et al. (2011)
foi avaliado a metodologia para computar ao coeréncia, substituindo PMI pelo logaritmo da
probabilidade condicional dos pares de palavras. Ja no trabalho de Musat et al. (2011) foi
incorporado a hierarquia do WordNet para capturar a relevancia dos topicos. No trabalho de Lau,
Newman e Baldwin (2014), foram utilizadas diferentes técnicas de avaliacdo com o objetivo de
encontrar a melhor, como resultado, a medida Normalized Pointwise Mutual Information (NPMI)
(veja a Definicdo 2) foi apontada como a que mais se aproxima da avaliagdo feita por especialistas,
e pode ser utilizada para automatizar a avaliacdo da coeréncia do tépico considerando os termos
selecionados como descritores e sua coocorréncia em relacdo a uma colecao de referéncia. A
colecdo de referéncia € utilizada para calcular a coocorréncia entre os termos relacionados, e

usualmente, os documentos da Wikipédia® sio utilizados como referéncia externa.

Defini¢ao 2 (NPMI — Normalized Pointwise Mutual Information). Seja topk = {wy,...,wr}
o conjunto das L palavras com maior probabilidade na distribuicdo de topicos. Newman ef al.
(2010) assumem que quanto maior a similaridade média entre os pares das palavras em top%,

mais coerente € o tépico. Com isso, pode-se definir a fungdo do NPMI como:

L-1 log P—f(wi’wj )

NPMI(topk) =Y’ (2.52)

i=1j=1 —log P(wi,wj)

2.3 Comparando LDA com NMF

O método NMF (Nonnegative Matrix Factorization) (PAATERO; TAPPER, 1994; LEE;
SEUNG, 1999) fatoriza aproximadamente a matriz com elementos ndo negativos em duas outras

matrizes também com elementos nao negativos (Veja a Defini¢do 3).

Definicao 3 (NMF — Nonnegative Matrix Factorization). Dado uma matriz com valores nao
negativos F € R"™*" quando o nimero de dimensdes reduzidas é K, o objetivo do NMF ¢é

encontrar duas matrizes A € R™*X e B € RX*" com apenas entradas nio negativas tal que

F~A-B (2.53)

Os fatores A e B sdo obtidos pela minimizagdo de uma fungdo de custo definida por
uma medida de “distancia”. Existem diferentes tipos de func¢des de custo (LEE; SEUNG, 2001).

2

<https://www.wikipedia.org/>
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A funcdo que se relaciona com a formulacdo dos modelos probabilisticos de tépicos € aquela

baseada na divergéncia KL. Essa fun¢ado € definida como

ONMF-KL = mmZ Fjilog—2'— —F;;+(AB);; ), (2.54)
i (AB),.i

onde Fj; € a entradas da linha j e coluna i matriz F, no caso de uma matriz documento-

termo, o valor de F;; ; pode ser a frequéncia do termo w; no documento d;. Note que o valor de

—F; i+ (AB);; serd igual a zero caso Fj; = (AB) ;.

A técnica mais simples de resolver a otimizacao da Equacao 2.54 € aplicando o método

de gradiente descendente. Fazendo as derivacdes, chega-se nas seguinte equacdes de atualizagdo

BiiFii/(AB);
Aj,k:Aj,kZl k,i J,l/( )J,k7
Zqu,q

(2.55)

YjAjiVji/(AB)j,
By = B, 1 :
ZP Pk

Assim, interpolando as atualizagdes das equagdes 2.55 e 2.56 em varias iteragdes chega-se nos

(2.56)

fatores que aproximam a matriz F'. A convergéncia desse algoritmo nao é apropriadamente
demonstrada, entretanto, no trabalho de (LEE; SEUNG, 2001) é demonstrado que em cada

iteracdo as atualizacdes sempre irdo diminuir o valor resultante da Equagdo 2.54.

Apesar de ndo ser um método probabilistico, 0 NMF € descrito nesse capitulo pois
apresenta similaridades com os modelos de tépicos. Além disso, 0 NMF e o LDA sdo duas
técnicas popularmente aplicadas no problema de extracdo de topicos em cole¢des de documentos.
Nessa secdo € realizada uma anélise comparativa entre essas duas técnicas, demonstrando que
NMF com divergéncia KL aproxima ao algoritmo de inferéncia variacional do LDA. Essa
andlise comparativa € Util para elucidar a implementagdo do algoritmo de inferéncia variacional

e explorar as relagdes entre as diferentes técnicas.

A equivaléncia entre o NMF e o pLSI (probabilistic Latent Semantic Indexing) tem sido
discutida em vdrios trabalhos (BUNTINE, 2002; GAUSSIER; GOUTTE, 2005). Ding, Li e Peng
(2008) demonstraram que NMF e PLSI otimizam a mesma fun¢do objetivo. Apesar do LDA
ser a contrapartida com fundamentacao em probabilidade Bayesiana do pLSI (GIROLAMI;
KABAN, 2003), a equivaléncia entre NMF e LDA nao é bem definida. Entretanto, existem
evidéncias que tal relacdo intrinseca também exista (J.; LIU; CAO, 2012; GERSHMAN; BLEI,
2012). Nessa secdo, o objetivo € esclarecer essa relacdo em termos de formulagdo matematica,
demonstrando que o NMF com divergéncia KL aproxima a solu¢do obtida pelo algoritmo de

inferéncia variacional do LDA. Além disso, serd demonstrado a relacao entre os dois algoritmos.

As correspondéncias entre NMF com divergéncia KL e o algoritmo de inferéncia varia-
cional para o LDA seguem do fato de que ambos tentam minimizar a divergéncia entre as

estatisticas que relacionam a frequéncia de palavras, documentos por tépicos e tépicos por
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palavras. Para esclarecer essa relacdo, o NMF sera descrito como uma relaxagdo do problema
estabelecido no método de inferéncia variacional. A equivaléncia € alcangada quando as funcdes
logI'(+) e ¥(-) sdo aproximadas e substituidas nas deriva¢des do LDA. Essa relacdo é demon-

strada no Teorema 1.

Teorema 1. A funcio objetivo do NMF com a divergéncia KL € uma aproximac¢ao do ELBO

(Evidence Lower Bound) do LDA com priori simétricas.

Demonstragdo. Inicialmente, expande-se o ELBO usando fatoracdo da distribui¢do conjunta do
LDA, p (Equation 2.3), e a distribui¢do variacional, g (Equation 2.32):

L= Eyllogp(6,z,wla, B)] — E4llogg(6,2)]
= Ey[logp(6|a)]+E4[log p(z|0)] + E4[log p(w|z, B)] — E4[logq(0)] — E4[logq(z)]

— ﬁ{[logf(é > k;lograk +§j ak—1< (vix) — (Zy,,))]

iy

[ K K K K
- —1ogr(2y,-,k>+21ogr(yj, Y (vix—1) ( -7k)—lp<2yj,,>>]
i k=1 r=1 k=1 r=1

K
+ - prj,i,klog%,i,k]} (2.57)
i=1k=1

Agora, aproxima-se a Equagdo 2.57 substituindo as fun¢gdes Gamma I'(-) e Digamma
¥(-). A fungio Gamma € definida como I'(x) = [;°u*'e “du, para x > 0. Em geral, [(x+1) =
x['(x), e para argumentos inteiros, I'(x + 1) = x!. Para propdsitos praticos, é considerado a

aproximagcao de Stirlings da fungéo I'(-):
n X
logI'(x) = logx! = Zlogi R~ / log (i)di =~ xlogx — x. (2.58)
i=1 =1

A fun¢o Digamma é definida como W(x) = ix logI'(x), e pode ser aproximada por
Y(n) ~logn—c, (2.59)

onde ¢ é um valor constante (MUQATTASH; YAHDI, 2006).

A distribuicdo y; pode ser relacionada com o vetor A; associado a cada documento d;.
Da mesma forma, a distribui¢do  pode ser relacionada a matrix B. Assim, considerando a

versdao do LDA com hiper-parametros o simétricos, é possivel reescrever o ELBO usando as
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correspondentes aproximacdes para as funcdes Gamma, Equacdo 2.58, e Digamma, Equagao

2.59:
m Aig i
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Ajk) (log #) —Aji(logAjx — 1)) (2.60)

r:1Aj,r

Considerando que os vetores A ; e B; sdo normalizados de formaque Y& | A; =1eY! B, =1,
e definindo Z(A x, o) = (04 — A x)(logAjx) —A; k(logAj x — 1), pode-se reescrever a Equacdo

2.60 para alcangar o seguinte problema de otimizagao

m n A Bz
max . ~max ZZZ ( Fji0;;ilog (ka k‘f‘%(Aj,k,ak))

j=li=1k=1 Jsisk
LI Djik
ZZZ Fji9; 5108 =2 — RB(Ajk, o) ) - 2.61)
j=li=lk= A]szk

Sabendo que " | a;log 7 b = Y  ailog Zl L _ para qualquer q; e b; nao negativo, e em seguida

adicionando a constante ) ; ; Fj ;1og Fj ;, tem-se

Ms

| /\

K
min Z ]IZ(P],l,klog L1 9y _Z%(Aj,loak)
Zk 1AjkBlk

li=1 k=1

Y (iji log —— 21— — Z KAk, ak)> . (2.62)

i i=1 ZkzlAj,kBi,k k=1

~.

J

min

22

\Ms

O ultimo termo na Equacgdo 2.62 é equivalente ao NMF (Equac¢do 2.54) menos o termo
K(Aji, ). O termo Z (A, 0) possui um papel importante no desempenho do LDA, ele
corresponde a influéncia da priori e também inclui esparsidade na distribui¢cdo de documentos
por tépicos. Quando isso € adicionado ao NMF, obtém-se um termo regularizador que restringe

os valores dos vetores A;. Entdo, pode-se concluir que maximizar o ELBO do LDA com
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priori simétrica € proporcional a minimizar a fun¢do objetiva do NMF com divergéncia KL

desconsiderando o termo regularizador.

| ]

Na teoria, os métodos iterativos aplicados no LDA e NMF sao distintos e com diferentes
fundamentagdes. Na prética, existem similaridades nas operacdes realizadas pelos seus algo-
ritmos. Assim, serd indicado essas equivaléncias e comparado as operacdes de atualizacdes do

NMEF, equagdes 2.55 e 2.56, e do LDA com inferéncia variacional, equagdes 2.48, 2.49 e 2.47.

Na regra de atualizacdo do LDA, a operacdo de exponenciagdo sobre a funcao digama
Y(x) aproxima uma fungdo linear quando x > 0.48 (MUQATTASH; YAHDI, 2006). Para

perceber essa aproximacao, veja a Figura 3.

Figura 3 — Plote da funcéo linear f(x) = x — 0.48 e da fungdo f(x) = exp(y(x)). Isso indica que a operagdo
exponencial sobre a fung¢do digama aproxima uma fung@o linear quando x > 0.48, i.e. exp(y(x)) ~
x—0.48 se x > 0.48

3
2,
=
g
1,
0

0 05 1 1.5 2 25 3

— [f(x) =x—0.48] — [ (x) = exp(y(x))]

Fonte: Elaborada pelo autor.

Aproveitando a aproximacio da funcdo exp (W(x)), é possivel aproximar o valor de ¢

utilizando apenas operacdes lineares

Vik

— (2.63)
Z/fle Yk

Qjik~= ﬁkﬂ' X

Assim, o valor de @; ; aproxima o produto de Hadamard entre o vetor normalizado ¥; e
Bi. A matriz resultante, A, é relacionada a distribuicdo documento-tépicos y. Da mesma forma,
a matriz B € relacionada com a distribui¢ao topico-palavras . Considerando essas relagdes, é

possivel aproximar a equagao de atualizacao obtidas pelo método de inferéncia variacional para
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0 parametro @,

Aj kB

J’ ',l

Pk < (2.64)
" (ZkK*zlAj,k*Bk*,i>

Sem perda de generalidade, serd considerada a normalizacdo nas linhas da matriz B, i.e.
Y, Bi; = 1. Entdo, usando a Equagdo 2.64, € possivel reescrever as atualiza¢des de cada posi¢do
do fator A ; na Equag@o 2.55 como

W
Aji=Y Fix®jik (2.65)
i=1

Note que a equacdo de atualizagdo para o fator A, Equacio 2.65, € similar a atualizacdo da

equacdo dos pardmetros y; sem o parametros &, Equagio 2.48.

A equagdo de atualizagdo do fator By ; pode ser reescrita considerando a aproximagao @,
Equagio 2.64, e o ultimo valor de A ; ; obtido na Equagao 2.65

By, — 1 X FjxAjiBri
" YAk (AB)jx
 LiFi®ik
Y YiFi®iki

Pela Equagdo 2.66, pode-se notar que o valor de By ; € obtido com valor de ¢ para uma palavra

(2.66)

especifica w; e topico k para cada documento d;, € normalizado para cada palavra w; do vocab-
ulério. Isso corresponde a distribuicdo de topicos por palavras para um tépico k, representado
pela distribuicéo f3; no LDA.

A indicacdo da relacdo entre o NMF com a divergéncia KL e 0 LDA com o algoritmo de
inferéncia variacional € importante para entender os procedimentos realizados pelos modelos de
topicos. E com esse objetivo, foi mostrado que o NMF (com divergéncia KL) € de fato um caso
especial do LDA onde € assumido uma distribui¢io de Dirichlet uniforme, e que o algoritmo de
atualizagGes multiplicativas para resolu¢cdo do NMF pode ser aproximado para as atualizagdes
estabelecidas pelo algoritmo de inferéncia variacional do LDA.

2.4 Conclusao

Neste capitulo foi descrito os modelos probabilisticos de topicos, especificando o LDA,
que é o modelo base. O LDA foi formalmente descrito e também apresentado os dois principais
algoritmos de inferéncia, o método de amostragem de Gibbs e o método de inferéncia variacional.
Para explorar de forma apropriada essa drea, foi realizado um estudo detalhado dos algoritmos
de inferéncia. Por isso detalhes das derivacdes do modelo foram descritos. O grande objetivo
do estudo apresentado neste capitulo foi registrar detalhadamente o processo de derivacao do

modelo para a obtencdo do algoritmo de inferéncia. Uma outra contribuicao resultante dos
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estudos descritos neste capitulo estd na andlise comparativa do modelo LDA com o método de
fatoragdo de matrizes NMF. Uma vez bem definida essa relacdo, serd possivel explorar o melhor

desses dois métodos, possibilitando o desenvolvimento de novos algoritmos otimizados.
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CAPITULO

PROPAGACAO EM GRAFOS BIPARTIDOS

Atualmente, uma grande quantidade de dados estdo disponiveis em formato ndo estrutu-
rado. A maioria desses dados sdo textos, como emails, relatrios, noticias, artigos e paginas web.
De fato, armazenar informacdes como texto € a forma mais usual. Assim, técnicas automaticas
que auxiliam na organizacdo, gerenciamento e extracdo € um topico de pesquisa pertinente para

a comunidade de mineracdo de dados, possuindo varios desafios.

Outra questdo estd na forma de representacdo desses dados. A forma tradicional de repre-
sentar documentos textuais € no formato vetorial (SALTON; WONG; YANG, 1975). Embora
possa ser aplicada uma forma mais expressiva utilizando grafos homogéneos ou heterogéneos.
Na forma de grafos homogéneo, sdo permitidas arestas entre os objetos do mesmo tipo, contendo
apenas relagdes entre documentos ou relacdes entre termos. Em um grafo heterogéneo, sao
permitidas arestas ligando pares de objetos de diferentes tipos. Uma forma intuitiva de repre-
sentar uma colec@o de documentos € criando um grafo bipartido onde vértices correspondem
a documentos e palavras, e as arestas representam a ocorréncia de uma palavra no documento.
Eventualmente, um peso pode ser associado a aresta de acordo com a frequéncia da palavra no

documentos.

Descrever algoritmos usando uma representacao dos dados na forma de grafos prove
vdrias vantagens. A representacdo na forma de grafos (1) possui esparsidade e garante baixo
consumo de memdria, (2) permite uma fécil descricao das operacdes para a inclusdo e exclusao
de novos vértices, arestas e subgrafos, operacdes fundamentais para tratar fluxo de dados, (3)
permite, a partir da topologia do grafo, distinguir entre estrutura local e estrutura global; e por
fim (4) permite manter informagdes estrutural dos textos como ordem de palavras, localizacao
ou estrutura sintatica (SONAWANE; KULKARNI, 2014).

Algoritmos baseados em grafos sdo principalmente usados em esquemas de propagacio
de rétulos, nos quais os rétulos associados aos objetos sdo propagados através da estrutura do

grafo para realizar a classificacdo ou o agrupamento dos vértices. O uso apropriado de infor-
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macoes enriquecidas transportadas para esses grafos podem levar a algoritmos de propagacao
que usam poucos rotulos, e mesmo assim sdo capazes de sobrepor o desempenho de algoritmos
de indugdo que usam grande quantidade de documentos rotulados (KONG; NG; ZHOU, 2013;
CHAPELLE; SCHLKOPF; ZIEN, 2010; JOACHIMS, 1999). E mesmo quando nenhuma in-
formacdo de classe € fornecida, € possivel obter grupos de vértices relacionados. Além disso, a
estrutura do grafo pode ser utilizada para descrever o proprio modelo de classificacdo (BERTINI
etal.,2011; ROSSI et al., 2014).

Dessa forma, neste capitulo € apresentado a abordagem de aprendizado de maquinas
utilizando representacdo em grafos heterogéneos bipartidos. A representacdo via grafos het-
erogéneos bipartidos tem a vantagem de permitir que informagdes ou visdes complementares
dos dados “colaborem” entre si na deteccdo de padrdes desses dados, como foi explorado, por
exemplo, pelo método de Cotraining (BLUM; MITCHELL, 1998). Por exemplo, em um grafo
documento-termo, alguns documentos classificados podem caracterizar os termos mais comuns
que ocorrem em documentos dessa classe, e esses termos, por sua vez, podem sugerir a classe de

outros documentos, nao classificados, se conectados a eles.

A forma tradicional de aplicar algoritmos de agrupamento baseados em grafos em
documentos textuais requer um passo critico que € converter dados no formato vetorial para
uma estrutura de grafos. Nos algoritmos tradicionais, os grafos representam apenas um uinico
tipo de objetos, normalmente os vértices representam os documentos, € as arestas a relacio
entre os documentos. As arestas devem ser criadas por uma medida de similaridade entre cada
par de documentos. Esse processo pode ser computacionalmente caro. Além disso, estudos
prévios mostraram que a qualidade dos resultados de diferentes algoritmos de aprendizado, como
agrupamento e classificacdo, podem se alterar dependendo do método de construcao de grafos
(BERTON; LOPES, 2014). Porém, na representacao de um grafo bipartido documento-termo,
a construcdo é imediata, bastando apenas conectar os vértices do tipo documento aos vértices
do tipo termo e nao exigindo qualquer parametro. Logo, grafos bipartidos é uma forma de

representacdo simples e eficiente de documentos textuais.

Na pesquisa de doutorado focou-se, principalmente, nas abordagens ndo supervisionadas
e semissupervisionadas, nas quais se encontram duas das principais contribui¢des desta tese.
No entanto, para este capitulo ficar “completo” e demonstrar mais claramente a capacidade do
aprendizado baseado em propagacdo em grafos bipartidos, € tratado também o aprendizado
supervisionado. Para quem quiser se aprofundar neste ultimo, a tese de Rossi (2015) dedica-se ao
aprendizado supervisionado no contexto de classificacdo de documentos usando redes bipartidas.
Houve uma cooperag¢do com o trabalho de Rossi, que deu origem ao artigo (ROSSI et al., 2014).
Esse artigo descreve uma técnica de inducdo de modelos de classificacdo baseados em grafo
bipartido, e tal técnica é sumarizada aqui na se¢ao de aprendizado supervisionado. Assim, este
capitulo abarca o aprendizado supervisionado, semissupervisionado e ndo supervisionado no

contexto de dados estdticos, sendo as principais contribui¢des desta tese as abordagens descritas
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nas se¢des 3.3 e 3.4. No préximo capitulo, Capitulo 4, uma terceira contribui¢do, a extensao do
aprendizado baseado em propagac¢do em grafo bipartido para o contexto de dados em fluxo é

apresentada completando as propostas desenvolvidas durante esta investigacao.

O restante do capitulo estd organizado da seguinte forma. Na Sec¢do 3.1 € apresentada a
notac¢do utilizada. Na Sec¢do 3.2 € apresentado o modelo de aprendizado supervisionado utilizando
grafos bipartidos. Na Sec¢do 3.3 € apresentado a versao do algoritmo de propagacio em grafos
bipartidos no contexto niao-supervisionado, em especifico, é tratado o problema de extracdo
de topicos. E por fim, na Secdo 3.4 € apresentado a versdo semissupervisionada do algoritmo
proposto, sendo essa versao uma extensao da versao nao-supervisionado e com aplicacdo na

tarefa de classificagcdo transdutiva.

3.1 Notacao

Nesta secao € introduzida a terminologia e a notacdo utilizada neste trabalho para a
descri¢@o dos grafos. Um grafo bipartido nao direcionado é uma tripla G = ((Z2U %), &, f)
onde 7 ={dy,...,dn} e W ={wi,...,wy} sdo os conjuntos de vértices, e & é o conjunto de
arestas do tipo ¢;; = (dj,w;). E f é uma fungdo que atribui a cada aresta um peso, i.e. & — R.
Para simplificar a notagéo, o valor de f(e; ;) é denotado como f; ;. No contexto de representacdo
de colecdes de documentos, cada elemento d; € & do grafo representa um documento, e cada
elemento w; € # representa uma palavra. Uma aresta ¢;; liga a ocorréncia da palavra w; no

documento dj, e o valor de f;; € a frequéncia do termo w; no documento d;.

O algoritmo proposto neste trabalho € baseado na propagacao de rétulos entre os vértices.
Os rétulos sdo identificadores de classes, e no caso nao-supervisionado eles sao os identificadores
dos grupos. Aqui, € elaborado um esquema de rétulos multidimensionais. Em vez de cada rétulo
indicar apenas um grupo (ou classe), os rétulos podem indicar diferentes graus de pertinéncia
a varios grupos. Para manter as informagdes dos rétulos multidimensionais, a cada vértice é
associado um vetor K-dimensional, onde K € o niimero de grupos. Um vetor A; € associado a
um vértice d; € Z e um vetor B; ao vértice w; € #'. Da mesma forma, € associado um vetor
K-dimensional a cada aresta, assim, para uma aresta e;; € & € associado um vetor Cej_’i. Cada
posi¢do k (1 <k < K) dos vetores A;, B; e Ce; s denotada como A, B; . € Cej.i,ka corresponde a
pertinéncia do vértice ou aresta no grupo k. Veja na Figura 4 a representagcdo do grafo bipartido,

com os indices dos vértices e das arestas e os rotulos multidimensionais associados.

No caso do contexto supervisionado e semissupervisionado, define-se ¢ = {c;,...,c;}
como o conjunto de / rétulos de classes. O conjunto Z' representa o conjunto de documentos
rotulados e 2 representa o conjunto de documentos nio rotulados, assim 2 = 2! U 2*. Final-
mente, seja % = {Y1,...,Y,,} o conjunto de vetores / dimensionais, nos quais cada documento
dj € 2! rotulado por uma classe ¢; tem um vetor Y ; associado, no qual o valor da k-€sima

dimenséo do vetor ¥; € igual a 1, Y; x = 1, e 0 para todas as outras dimensdes, ¥; , = 0 para todo
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Figura 4 — Grafo Bipartido G
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Fonte: Elaborada pelo autor.

r # k. Esse vetor contém a real informagao de classe previamente fornecida (dados rotulados).
O valor de Y; para um documento d; € 2" ndo rotulado € determinado depois do processo de
propagacdo na versao semissupervisionada do algoritmo, e determinado apds o processo de

inducdo na versao supervisionada.

3.2 Aprendizado supervisionado

Uma das tarefas bésicas na drea de aprendizado de maquinas € a indu¢do de um modelo
para classificacdo de dados. Em especifico, na aplicacdo em dados textuais, a tarefa de clas-
sificagdo consiste em atribuir categorias (ou rétulos) para os documentos de uma coleg¢do. A
maioria dos métodos de classificagdo utilizam a representacdo da colecdo de documentos na
forma matricial, formando uma matriz do tipo documento-termo. No contexto de aprendizado de
madquinas, os documentos sdo os exemplos e os termos sdo as caracteristicas. Em muitos casos,
sdo utilizados algoritmos de classificagdo de propdsito geral para a aplicagdo em dados textuais.
Entretanto, em alguns cendrios esses algoritmos ndo sao eficientes devido a especificidades
dos dados no formato textual, como alta dimensionalidade e esparsidade. Uma alternativa € a
representacdo em grafo, na qual a colecdo é representada pelas relacdes entre documentos e
termos. Em especial, neste trabalho, € destacada a representagdo em grafos bipartidos, na qual
o grafo consiste de documentos e palavras como vértices e a coocorréncia de uma palavra no
documento como as arestas. A vantagem da constru¢do do grafo bipartido € o ndo requerimento
da onerosa fase de criacdo do grafo, ou seja, ndo € necessario calcular as relacdes de similaridades

entre os documentos ou entre os termos para a criagdo das arestas do grafo.
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Alguns trabalhos tem empregado grafos bipartidos para a classificacdo (XUE ef al.,
2004; YIN et al., 2009; J1 et al., 2010), sendo que a maioria desses trabalhos utilizam a técnica
transdutiva de classificagdo. A classificac@o transdutiva ndo cria um modelo para a classificacdo
de novos documentos. Em vez disso, ela considera o conjunto de documentos rotulados e nao
rotulados para realizar a classificagdo. A classificacao transdutiva, e os trabalhos relacionados

sdo descritos na Sec¢ao 3.4.

Nesta se¢do € apresentado um algoritmo de classificagdo de documentos textuais que
utiliza a estrutura do grafo bipartido para a indu¢do do modelo de classificacdo. A indugao
do modelo consiste em atribuir vetores a cada vértice do tipo documento e palavra. Esses
vetores mantém as informagdes de classes obtidas por uma cole¢do de documentos ja rotuladas
(documentos de treino), sendo que os vetores associados aos documentos sdo diretamente os
rétulos pré-determinados, e os valores dos vetores associados as palavras sdo obtidas no processo
de indu¢do do modelo. Na fase de classificagcdo, os valores dos vetores associados as palavras

sdo consideradas para atribuir a categoria dos novos documentos (documentos de teste).

Como ja comentado, o método proposto nesta secdo, o algoritmo IMBHN (/nductive
Model Based on Bipartite Heterogeneous Network), e toda a formulagdo do algoritmo aqui
descrita, foi desenvolvido em colaboracdo com outros pesquisadores do grupo de pesquisa
(ROSSI et al., 2012; ROSSI et al., 2014). A principal contribuicdo desta tese € o algoritmo PBG,
que também utiliza-se de uma representag¢do em grafo bipartido, entretanto, € importante notar
que os procedimentos e os passos desses dois algoritmos sdo diferentes. Como sera descrito nas
préximas secdes, o enquanto que o IMBHN baseia-se na diminui¢do do erro quadrético, o PBG
baseia-se na otimizacao da divergéncia entre as informacdes de classes (ou tdpicos) associados

aos vértices.

3.2.1 Modelo de inducao baseado em grafo bipartido

O algoritmo, chamado de Inductive Model Based on Bipartite Heterogeneous Network
(IMBHN), induz um classificador por meio da modelagem da colecao de documentos textuais

como um grafo bipartido.

Para a descri¢ao do algoritmo, € utilizada a notac@o descrita na Secao 3.1. Considere
o grafo bipartido G = ((2' U#),&, f) e os vetores Y; e B; associados respectivamente aos
vértices d; € 9" e w; € # . Note que nesse algoritmo sio considerados os vetores do conjunto

%, que contém informacdes de classes do conjunto de documentos ja rotulados Z'.

O objetivo do IMBHN € computar a influéncia das palavras presentes na colecio con-
siderando a relagdo com os documentos rotulados, i. e., induzir os valores dos vetores associados

as palavras da colec@o em relagdo as classes (ROSSI et al., 2014). O processo de inducao é
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guiado pela minimizacao do erro quadratico, descrito na equacdo a seguir,

1 m
Q(G):§<ZZ classtj, ix) jk)>
j=lk=1
m
ZZ errO/k 3.1
j=1k=1
onde
G 1 se ¢, = argmax i - B;,
class(ij,iBi,k) = k g | e (Xt fiiBir) (3.2)
i=1 0 caso contrario.

O algoritmo IMBHN induz os valores associados aos vetores B; que minimizam o erro
quadritico ([erro]?), i.e., basicamente a soma dos quadrados da diferenga entre os vetores preditos
e os vetores com as classes reais dos documentos de treino. Com isso, o problema principal
dessa modelagem € encontrar os vetores B;’s que minimizam a fun¢do Q(G). Para resolver esse
problema, pode-se utilizar o método de gradiente descendente. Com esse método, constrdi-se um
algoritmo iterativo onde, em cada iteracdo no momento ¢ + 1, sdo feitas atualizacdes nos valores

do vetor B..

A equagdo de atualizacdo do vetor B; € a seguinte,

B — g0 | | 2(Q0)
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v — By (3.3)

A direcdo do gradiente pode ser estimada pela seguinte derivagcdo
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Substituindo a Equagdo 3.4 na Equagdo 3.5, o valor BE’: D
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o seguinte:
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onde 7 € a taxa de correc¢do, i.e., a taxa com que o erro € considerado nas atualizacgoes.

3.2.2 Descricao do Algoritmo IMBHN

Considerando as equacdes de atualizag@o dos vetores B;, o algoritmo IMBHN possui trés
procedimentos principais: (1) iniciagdo dos vetores, (2) cdlculo do erro e (3) o ajuste dos valores

nos vetores.



3.3. Aprendizado ndo-supervisionado 77

Na iniciagdo dos vetores B; associado a uma palavra w;, os valores atribuidos podem
ser gerados aleatoriamente. Porém, € mais eficiente utilizar as informacdes de classes atribuida
aos documentos para iniciar os vetores B;’s. Dessa forma, a iniciacdo ¢é realizada da seguinte

maneira:

0  Xi=1fii¥jk
By =—vm .
' Zj:l fii

note que o valor de Y € igual a 0 caso o documento d; ndo seja atribuido a classe cy.

(3.6)

No passo (2) é computado o erro. O erro na classificagdo de um documento d; € obtido
pela soma dos pesos das arestas conectadas a todo vértice d; multiplicado pelo valor na posi¢do

. ng.
k do vetor B; menos a classe real Y;, i.e., erro = <Zi:’1 fiiBix—Yjx)-

No passo (3), o ajuste dos valores dos vetores B;. O ajuste € feito pelo cédlculo da Equagéo
3.5. Note que o erro influencia a atualiza¢do dos vetores associados a cada palavra conectada ao

documento.

Os passos (2) e (3) sdo repetidos para cada documento até o critério de parada ser
alcancado. O critério de parada adotado foi um nimero méaximo de iteracdes ou um limiar

minimo € para o erro.

Na fase de classificag@o, os vetores associados as palavras sdo empregados na categoriza-
¢do de um novo documento. Isso é alcangado por meio do argumento maximo obtido da soma
dos pesos das arestas que ligam o documento aos termos multiplicado pelo valor na posi¢ao k do

vetor B; (Equagdo 3.2).

Para validar o algoritmo IMBHN, no trabalho de Rossi et al. (2014) foram realizados
experimentos com 35 colecdes de documentos com diferentes caracteristicas. Os resultados
mostraram que o algoritmo € superior, com diferenca estatisticas, aos algoritmos tradicionais e

estado-da-arte.

3.3 Aprendizado nao-supervisionado

No contexto nao supervisionado, uma tarefa comum para a extragao de conhecimento
€ o agrupamento. O objetivo dessa tarefa € agrupar objetos que representam documentos ou
palavras de modo que objetos em um mesmo grupo sejam similares (com 0 mesmo tépico ou
assunto), e objetos nao similares pertencam a diferentes grupos. Normalmente, os algoritmos de
agrupamento associam a cada objeto um tnico grupo. Porém, existem outros tipos de algoritmos
de agrupamento capazes de associar a cada documento diferentes grupos com diferentes pro-
porcdes. Essa associagdo proveé uma descri¢do mais realista dos conceitos tematicos presentes

em documentos textuais, isso porque um mesmo documento pode se referir a varios conceitos.

A tarefa de agrupamento se assemelha com o processo de redu¢do de dimensionalidade.

Na reducao de dimensionalidade, o objetivo € transformar dados que estio representados por
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vetores em um espaco com alta dimensionalidade para um espaco com menor dimensionalidade.
Para isso, muitas das técnicas de redu¢@o de dimensionalidade agrupam dados préximos e, com
base nesses grupos, definem novos vetores com menor dimensionalidade. Isso caracteriza um
problema de otimizacdo, onde os novos valores dos vetores sdo ajustados de forma que ainda
possa existir a distin¢do dos grupos de dados. Esse € um principio no qual se baseiam técnicas
bem conhecidas como LSI (Latent Dirichlet Indexing) e NMF (Nonnegative Matrix Factorization
— Definicao 3).

O problema de extragdo de topicos pode ser visto como um caso especial do problema
de agrupamento. A observagdo das palavras que compde um tépico deve revelar os assuntos
tratados nos documentos relacionados com esse topico. Ja a tarefa de extracao de tépicos, tem
como objetivo analisar um grande conjunto de documentos nao rotulados, realizar o agrupamento
de forma que documentos semelhantes, ou sobre um mesmo assunto, estejam em um mesmo
grupo e, por fim, extrair um conjunto de palavras que sumariza cada grupo de documentos
(STEYVERS; GRIFFITHS, 2007).

Técnicas de reducdo de dimensionalidade como o LSI e o NMF foram aplicadas em
diferentes dominios, e apresentaram bons resultados praticos no problema de extracio de topicos.
Entretanto, por serem baseadas em decomposi¢cdo de matrizes, possuem desvantagens como o
alto consumo de memdria e tempo computacional. Ainda mais no contexto de mineragdo de
texto, onde as matrizes que descrevem colecdes de documentos sdo esparsas. Para resolver esses
problemas, Hofmann (1999) propds o pLSI e que em seguida foi evoluido para os modernos

modelos probabilisticos de topicos.

Como foi discutido no capitulo anterior, modelos probabilisticos de topicos tem um trata-
mento matematico rigoroso para descricdo das operacdes efetuadas no processo de descoberta de
topicos. Na perspectiva de um desenvolvedor de aplicacdes préticas, criar um modelo generativo
e deriva-lo a fim de obter um algoritmo de inferéncia implementavel é uma tarefa dificil. Além
disso, o rigor matematico desafia uma rapida exploracdo de novas suposicdes, heuristicas, ou
adaptacoes que podem ser tteis em vdrios cendrios reais. Para superar esse problema, neste
trabalho € proposto uma abordagem simples e descritiva que utiliza documentos representados

em grafo bipartido.

O algoritmo proposto, chamado Propagation in Bipartite Graph (PBG), trabalha de forma
semelhante ao bem conhecido algoritmo de propagacao de rétulos (ZHU; GHAHRAMANI,
2002), a diferenca é que os rétulos sdo propagados dos documentos para as palavras e das
palavras para os documentos, obedecendo a estrutura do grafo bipartido. Outra diferenca € que
0 objeto nao tem apenas um unico rétulo, mas sim um vetor K-dimensional (K é o nimero de
grupos) onde cada dimensao € a pertinéncia do objeto ao grupo. A ideia é associar esses vetores
a cada vértice, e iterativamente propagar a informacdo de grupos contida nesses vetores para os

vértices vizinhos. No contexto ndo supervisionado, esses vetores sdo iniciados aleatoriamente.

Neste trabalho foi conduzido uma andlise comparativa experimental do algoritmo PBG
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com os métodos LDA e NMF. Os resultados encontrados pelo algoritmo PBG foram semelhantes
aos métodos comparados. Com a facilidade de descri¢do do algoritmo PBG e a representacdo em
grafos, foi descrito uma versao paralela do PBG com um répido tempo de convergéncia. Além

disso, foi utilizado heuristicas de iniciacdo dos rétulos para melhorar a qualidade dos resultados.

3.3.1 Algoritmo de Propagacao em Grafos Bipartidos

Nesta secdo € apresentada a fundamentacao computacional e a descricdo da proposta do
algoritmo nao-supervisionado para a propagacao de rétulos em grafos bipartidos. Em contraste
ao tradicional algoritmo de propagacao de rétulos, o algoritmo PBG nao atribui um simples
rétulo para cada vértice do grafo. O que sdo propagados no PBG s@o rétulos multidimensionais,

que correspondem aos vetores A, B; e C,; ;. E a propagacdo obedece a estrutura da rede bipartida.

O algoritmo PBG propaga os rétulos multidimensionais (vetores) para os vértices viz-
inhos. As iteragdes de propagacdes operam em dois procedimentos distintos: (1) propagacao
local, que correspondem as propagagdes realizadas para um vértice a partir de sua vizinhanga, e
(2) propagacgdo global, que corresponde as propagagdes dos rétulos percorrendo toda a estrutura
do grafo. A propagacdo global pode ser interpretada como a disseminagdo das informagdes
obtidas na fase local para todos os vértices. O algoritmo PBG é sumarizado no Algoritmo 5. A

propagacao local € descrita no Algoritmo 6 e a propagacao global é descrita no Algoritmo 7.

Algoritmo 5: Algoritmo PBG

Entrada:
Grafo bipartido G,
K // dimensdes de A; e B;
o // parametro de concentragdo
Saida
rétulos multidimensionais A para cada documento d,
rétulos multidimensionais B; para cada termo w;
1 inicio
2 Inicie os vetores A ; para cada documento d; € G;
3 Inicie os vetores B; para cada palavra w; € G;
4 enquanto convergéncia dos vetores A e B; faca
5 para cada d; € 7 faca
6 repita
7 Aj < localPropag(G,dj, Aj, B);
8 até A; ndo converge;
9 B < globalPropag(G,A,B);

As entradas para o procedimento de propagagdo (Algoritmo 5) sdo o numero de topicos K
(o niimero de dimensdes dos rétulos) e a representacio da colecao de documentos como um grafo

bipartido G. Primeiro, sdo iniciados aleatoriamente os vetores A ; e B; associados respectivamente
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aos vértices d; € ¥ e w; € W . Esses vetores devem ser iniciados de forma que ):kK:1A k=1

para todos os documentos d; € ¥, € ¥,,.cy Bix = 1 para todos os tépicos k (1 < k < K).

Em seguida, a propagacdo local € realizada para cada aresta e; ; incidente a um vértice d;
(ilustrada, para o vértice dj, na Figura 5). Nesse processo € criado em um vetor K-dimensional

C,;, resultado do produto Hadamard entre os vetores A; e B,

Ce,, =A;OB,. 3.7

jid
, . K _ .

O valor de C,;,; € normalizado de forma que },;,C,;, x = 1. Em seguida, os vetores C,;,

associados as arestas e ; incidentes ao vértice d; sdo propagadas de volta para o vetor A

Aj=a+)Y fjiCe,, (3.8)
i

Esse processo de propagacdo deve ser repetido para cada vértice d; enquanto os valores do vetor
Aj se alterarem. O pardmetro & € usado para controlar o grau de concentragdo dos valores em
A;. O vetor A; mantém as informagdes que relacionam documentos e topicos, e caso o valor de

« seja alto, esses valores estardo concentrados em poucos topicos.

Figura 5 — Propagacdo local para o vértice d;

Aj

G

w1 wo w3

B, B, B

Fonte: Elaborada pelo autor.

O processo de propagagdo global € realizado para todo vértice w; € #/, e para cada
aresta e;; incidente em w;. Esse procedimento também cria um vetor K-dimensional Ce;; dado
pelo produto Hadamard de Aj e B; (Equag@o 3.7). O array C,;; € normalizado de forma que
Y&, Ce,, k = 1 e os valores propagados de volta para B;,

B; = Z fj,icej,i; (39)

de@
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Algoritmo 6: Propagacio Local para PBG

1 function localPropag(G, dj, Aj, B)

2 inicio
3 para cada aresta e ; incidente em d; faca
A;:®B;
! L Ceji — ( / l) 5
T Xk(Aj OBk
5 Aj<—a+ Z fj,iCejﬁi;
W,‘E%jj
6 | retorne A,

O vetor B; é normalizado sobre todos os vértices w; € #/, i.e.
Bi «
Biy = —=—. (3.10)
Y, B
WIEW
Mesmo se o grafo bipartido for desconexo, as estatisticas nos vetores associados aos vértices
do tipo palavras serdo espalhadas para os vértices nos diversos componentes. Isso se deve a

normalizac¢do realizada na Equacao 3.10.

A Figura 6 ilustra o procedimento de propagacdo global para o vértice w; do grafo
bipartido G.

Figura 6 — Propagacdo global para o vértice wy

Aj A

C,

w1 wo w3 Wy ws o Wp

Bu[g=-=--[f--- -fel---Fq------- =
Biof ===y ==-=-Fq-=f=]-==-Fq======-~ =
Bisfq4---Fx---F4--t5---F4------~ =
By q===[y-=--Fq-=f=]-==-Fq=-====--~ =
Bisq4---t---F39--f4---F4------- =
- - - - EEE I N T I e { =]
Bifrd==-Ef=---E9--to-=-E4=-===-=-=~ =]

31 32 33 B4 B5 Bn

Fonte: Elaborada pelo autor.

A ideia por tras do algoritmo € localmente concentrar a influéncia de cada palavra w;

que ocorre em um documento d; no array A ;. A influéncia ou relevincia de uma palavra w; para
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Algoritmo 7: Propagacio Global para PBG

1 funcdo globalPropag(G, A, B)
2 inicio
3 para cada vértice w; € W faca
4 para cada aresta e ; incident in w; faca
AiOB;
5 \» Ceji <_ ( J l) ;
o Lk(Aj OBk
6 Bi+ Y fiiCe,:
| djE@
7 para cada vértice w; € W faca
8 para k =1 to K faca
j k
9 Biy = L
L b Yw.ew Bick
10 B retorne B;

o topico k € dada pela k-ésima posi¢do no array B;. Entdo o algoritmo globalmente concentra
a influéncia de todos os documentos que cont€ém a palavra w; no vetor B;. Quando o vetor
B; € atualizado, cada entrada k de 1 até K de B; sdo normalizadas. Essa normalizacdo da a
probabilidade da palavra w; assumir o tépico k. Por exemplo, suponha que existam dois tépicos
ki e ko, € que o valor de B x, seja maior do que B, x,. Assim, os documentos ligados a palavra w;
receberdo alto valor para o indice k; e baixo valor para o indice k;. Posteriormente esses valores
serdo propagados de volta para o vetor B;. Quando o valor de B; for normalizado de forma que
Y.w.ew Bix =1, 0 valor no indice ki, que € maior, tende a aumentar, e o valor na posi¢ao k», que

€ menor, tende a diminuir. E isso € realizado até se alcancar a convergéncia.

3.3.2 Formulacao do PBG

Os rétulos multidimensionais (ou vetores) associados a cada vértice mantém a informagao
de topicos (ou grupos). Assim, é importante que grupos de vértices altamente conexos tenham
essas informacdes o mais similares possivel, e por outro lado, grupos de vértices disjuntos
tenham essas informacdes dissimilares. Partindo dessa ideia € possivel formular um problema de
otimizacao no qual o objetivo € maximizar a similaridade, ou minimizar a divergéncia, entre os

rétulos multidimensionais relacionados.

No caso especifico da modelagem da colecao de documentos em grafos bipartidos com
vetores associados as arestas e aos vértices, 0 que se procura otimizar € a divergéncia entre os
vetores resultante do produto Hadamard A ® B; e o vetor G, ;. A ideia € que quanto maior a
frequéncia f;; de uma palavra w; em um documento d;, maior deve ser a concordincia entre as
informacoes de topicos contidos nos vetores (A; ® B;) e C, ;.- E como consequéncia, grupos de

vetores associados a vértices altamente conexos terdo informacgao de tépicos similares.
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Para medir a similaridade entre os vetores € utilizada a divergéncia KL (veja a Definicao

1) entre os valores de fj,icej,i €eA;OB;,

>§

(fj,icej,,)k

. 3.11
(Aj ©Bj)x G-AD

KL((f;,i e,,)H Aj©B)) Z L(f;.C eji Jilog = ————

Para facilitar as derivagdes, o problema de minimizagao da divergéncia KL € reescrito como um

problema de maximizacao
minKL((fj,icej.i)H(Aj ©By)) = _maXKL((fj,icej,i)H(Aj ©B))

A;OB;
= maXZ(fj,iCej,,-)ﬂOg( . )
7

(f7,iCe; (5-12)

Assim, pode-se definir a divergéncia entre (A; ® B;) e C,;, como:

€ji

QG(A,B,C): Z (fj,icej"ilog

ej,,-eéo

A;OB;

J i

+ Y %@4;,a)), (3.13)
€jii djc?

onde #(Aj,a) sdo termos regularizadores aplicados a cada documento d;, e o é um valor

constante que controla o valor de concentragio do vetor A ;. Mas especificadamente, o termo

regularizador € definido como

R(Aj, ) = (@ —Aj;)1ogA;+A;(logAjr—1), k=1,....K (3.14)

Os rétulos multidimensionais podem ser obtidos otimizando a Equacgdo 3.13 para cada
par de vértice ligados por uma aresta, isso d4 origem a seguinte funcdo de custo aplicada sobre o

grafo G:

K
Q(G) =argmax Z [06(A,B,C)], . (3.15)
A* B* C* (=]

O valor médximo de Q(G) em relagdo a Aj, B; e C,;; sdo determinados ajustando o
gradiente para zero. Primeiramente, ¢ maximizado a Equagdo 3.15 em relagdo a G ;. Observe que
essa € uma otimizagdo com restri¢do, desde que se define Zk 1Cjix =1, por isso € adicionado
o apropriado multiplicador de Lagrange nas equacdes.

AiOB; K
O, = ( fj7,-cj7,-10g< c ) +A (Z Cej il — 1)) , (3.16)
€jii =1

onde os argumentos de Q foram removidos para simplificar a notacdo, e o subscrito [Cej_,,-] denota

que a equagdo apenas retém os termos em Q que estdo em fungéo de C,; ;. Tomando as derivadas

em relagdo a G, ;, obtem-se

99
aC

€jii

= fjilog(A;©B;) — fjilog(Ce;;) — fji+ A
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= Jji <10g (Aj©B;) —log(C,;;) — 1+ fi) 3.17)
Jsl

Definindo a derivada igual a zero alcanga-se os valores de C,;; que maximizam Q,

C

€j,i

<A;©®B,. (3.18)

Como os valores dos vetores Ce;; devem ser restringidos por defini¢do de forma que Ze,-,ie &Ceji=15
calcula-se
C, = AOBi
ML (4508),

(3.19)

Em seguida, € maximizado a Equag@o 3.13 em relacdo a A;, vetor associado a um
documento d; € &. Nao € necessdrio usar o operador de Lagrange para restringir esse vetor por

que ele ja € restringido pelo termo regularizador. Os termos da equagdo que contém A sdo:

O = Z (fjvicej,ilogAj)+‘@(Aj>a)

Wie%j
= Y fiCe;logAj+(ax—Aj)logA;—Aj(logA; —1)
Wl'Eyﬂdj
:logAj Z fjJCej’i—Aj—f—OC —Aj(IOgAj—l), (320)

Wie%j
onde o subconjunto %, indica o conjunto de palavras que ocorrem no documento d;.

Tomando a derivada em relacdo a A, tem-se

A0, 1
E=— 1 Y [iiCei—Ajital|. (3.21)
J?l e,l J7l
oA; A \.g, "

Definindo essa equacdo igual a zero, obtém-se o valor maximo em:

Aj=a+ Y fiCji (3.22)

W,’G%j

E importante notar que o procedimento de atualizagio do vetor A j itera apenas sobre o subgrafo
Ga, = (V' ={{d;}UWy;},&), formado por arestas incidentes no vértice d;. Essas operagdes

sdo chamadas de propagacao local.

Finalmente, € maximizado a Equacgdo 3.13 em relacdo a B;, vetor associado a palavra w; €
9. Para isso, € isolado os termos em fun¢do de B; e adicionado o correspondente multiplicador

de Lagrange.

K 9 V4
QB = Y. (Z [iCe;,ilog Bi + Ax ( By — 1)) (3.23)
k=1 \J p=1

j=1
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Tomando a derivada de Q) e ignorando a constante A para se obter uma estimativa do gradiente

0] & & fiiCey
e Y ZB—+/1k (3.24)

j=lk=1 PJi

Definindo essa equag@o igual a zero, e resolvendo Ay, tal que A, = Z?ZI ):f*:l J.iCej,-

Desde que Z;’;l B; x = 0, pode-se ignorar A para estimar o valor ndo normalizado de B,

X 7 K
B j o< Z Z [7iCe;;- (3.25)

j=lk=1

Normalizando o valor de B; ; sobre todas as palavras w), pertencentes no vocabulério, tem-se

A

B;

= —. (3.26)
ZpGWBP

i

Note que para obter B; € necessario agregar todos os vetores A; que contém a palavra w;,

e entdo normalizar sobre todas as palavras do vocabulério. Essa atualizacdo requer a iteracao
sobre toda a estrutura do grafo, visitando todos os vértices do tipo documento e palavra, por isso

esse procedimento é denotado como propagacao global.

As atualizacdes descritas nas equacdes 3.22 e 4.14, e que maximizam a Equacdo 3.13
sdo a base para os procedimentos realizados no algoritmo PBG. As propagacdes locais e globais
sdo repetidas até alcancar a convergéncia, a qual € computacionalmente averiguada quando o

valor obtido pela Equagdo 3.15 € menor que um dado limiar.

3.3.3 Analise comparativa entre PBG, NMF e LDA

Os procedimentos realizados pelo algoritmo PBG ¢é diferente dos procedimentos realiza-
dos pelo algoritmo que resolve o NMF, e também diferente do algoritmo de inferéncia do modelo
LDA. Entretanto, existem similaridades na estrutura da fun¢do objetivo quando comparado com
o problema definido pelo NMF com divergéncia KL, e do problema de otimizacao definido pelo
método de inferéncia variacional do LDA. Nesta secdo sdo discutidos aspectos comparativos

dessas diferentes abordagens.

Inicialmente, € explicitada pelo Teorema 2 a relacdo entre a funcao objetivo do PBG,
Equacdo 3.13, com a fung¢@o objetivo do problema estabelecido pelo NMF com divergéncia KL,
Equacdo 2.54. Em decorréncia dos teoremas 1 e 2, resulta-se no Corolério 1, que afirma que a
funcdo objetivo do algoritmo PBG é uma aproximac¢do do ELBO (Evidence Lower Bound) do

algoritmo de inferéncia variacional do LDA com hiper-parametros simétricos.

Teorema 2. Ao maximizar a func¢do objetivo do algoritmo PBG, minimiza-se também a fungao

objetivo do NMF com divergéncia KL mais o termo regularizador.

Demonstragdo. Inicialmente, € definida duas propriedades uteis nessa demonstracao.
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1. O algoritmo PBG assume por defini¢do que YX_, Ce;; k=1, entdo Y&, JiiCejik = fjie
ZW,’EWBZ',/{ =L

2. Sejam q; e b; nimeros nao negativos. Com a inequacdo da soma do logaritmo, tem-se que
Yiailogy <alogy,ondea=Yajeb=Yyb.

O problema definido pelo NMF com divergéncia KL, correspondente a Equacgdo 2.54,

pode-se reescrito, de forma a manter a relacdo de proporcionalidade, da seguinte forma:

fii x
Onmr-kL =Y fjilog @ BJTI) —— Y fiilogfii+ Y AjBixlog (A} iBix) (3.27)
i i

Jio i k=1

Assim, pelas propriedades 1 e 2, pode-se delimitar um limite superior para a divergéncia KL
como

i -
Onmr-kL =Y fjilog (ABJTI> —— )| fiilogfii+ ) AjxBixlog (A;iBix)
D !

Ji i k=1

K YX  fiiCo..

k:1 ]7l e I7k
- FiiCo. i | log [ LR
Z (Z P f—lAjkBik

- (fj ilog fji+ ZA/ kBixlog (A B; k)>

]l

JiiCe; i k
%’;(f” ciokl08 AjkBik>
Z(fjllogfjl—i_zf@Aj?a))

Jol

Ce, ik
ZG: (Z f7.iCe; ik (logm) + Z%(Aj,a)> : (3.28)
Desde que o > 0 e };B;; = 1, pode-se regularizar sobre apenas a varidvel A; — o termo
regularizador € descrito na Equagdo 3.14. Como a func¢ido Q(G), definida na Equacdo 3.15, é

limite superior de Qk7-NumF, €ntao

argmin (OkL-NMF)

K C,
<argg%z<z ( ejik (logAjk’Blk) —|—%(AJ,OC)>)

AjiBix
_arginl?x2<2f,, ejik <log é ; )—%(Aj,oc)>
€jis

= Q(G) (Equagdo 3.15) (3.29)
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Corolario 1. A funcio objetivo do algoritmo PBG é uma aproximagdo do ELBO (Evidence

Lower Bound) do algoritmo de inferéncia variacional do LDA com valores a priori simétricos.

Demonstragdo. Essa afirmacgdo pode ser deduzida em decorréncia imediada dos teoremas 1 e 2.
| [

3.3.4 Melhorando o algoritmo PBG

O algoritmo PBG € uma solucdo aproximada para o problema de otimizacao estabelecida
na Equagdo 3.13. Mas ao mesmo tempo, € um método heuristico baseado no procedimento de
propagacao de rétulos. Assim, aproveitando a interpretacdo do algoritmo como uma heuristica
de propagacao de rétulos e a facilidade para manipulacao dos dados representados como grafo
bipartido, sdo apresentadas duas alteragdes no algoritmo com o objetivo de melhora-lo tanto
em desempenho quanto em qualidade dos resultados. A primeira melhoria estd na geracdo da
solucdo inicial. Buscando vantagem sobre a heuristica de agrupamento dos vértices, € gerado

......

aproveita a estrutura local do grafo para realizar processamento paralelizado.

3.3.4.1 Iniciacdo dos rétulos multidimensionais

Aqui € descrito o procedimento de iniciagdo dos vetores A; associados a cada vértice
do tipo documento d; € Z. Apenas os rétulos associados aos documentos foram iniciados
porque € mais facil criar agrupamento de documentos do que de palavras, e também por existir
na literatura varios métodos eficientes para o agrupamento de documentos (STEINBACH;
KARYPIS; KUMAR, 2000a; MOURA; REZENDE, 2010; FUNG; WANG; ESTER, 2003;
ZHANG et al., 2010; HAMMOUDA ; KAMEL, 2003).

A iniciagdo baseada em agrupamento aplicado no algoritmo PBG pode ser descrita como:
(1) computar o agrupamento 7 dos documentos em K grupos, tal que 7(d;) € a associa¢do de um
documento d; a um grupo indexado por k, i.e. m(d;) = k para 1 <k < K; (2) atribua a k-ésima
dimensdo do vetor A; o valor 1 se m(d;) = k, 0 caso contrario; (3) propague os rétulos de A
para os vetores B; de cada palavra w; conectada a um documento d; no grafo bipartido; (4) use

os rétulos A ; e B; para iniciar o processo de propagacdo descrito pelo algoritmo PBG.

O agrupamento utilizado na iniciacdo pode ser alcancado por vdrios algoritmos de
agrupamento, sendo preferivel a utilizacdo de métodos eficientes para ndo sobrecarregar o
processo total. Note que € possivel atribuir mais de um grupo no vetor A ;, desde que o algoritmo

de agrupamento seja capaz de encontrar agrupamentos com sobreposi¢ao.

Nos experimentos realizados foram escolhidos os algoritmos de agrupamento K-means
(STEINBACH; KARYPIS; KUMAR, 2000b) e Hierarchical Link Clustering (HLC) (BODLAJ;
BATAGELJ, 2015), algoritmos conhecidos e que utilizam a representagdo de documentos como

bag-of-words e grafos, respectivamente. Para usar do K-means, a colecao de documentos foi
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representada na forma vetorial, com cada dimensdo correspondente a uma palavra do vocabuldrio.
A similaridade dos documentos foi calculada pela distancia cosseno. Para usar o algoritmo HLC
foi criado um grafo homogéneo com os vértices representando cada documento, e as arestas
ligam os R documentos mais préoximos. Os R vizinhos mais préximos de um documento é obtido
por meio do cdlculo da distincia cosseno entre os pares de documentos. O HLC também foi
escolhido por ser um algoritmo baseado em grafos e utilizar uma abordagem gulosa, o que prové

um método computacionalmente eficiente.

3.3.4.2 Paralelizacio do algoritmo PBG

Outra melhoria no algoritmo PBG € o uso de técnicas de computacdo paralela. Ao usar a
representacdo em grafos, € facil dividir o conjunto de dados em subgrafos e aplicar o mesmo
algoritmo nesses subgrafos. Assim, pode-se dividir o conjunto de documentos em ¢ subconjuntos
tal que 7 = {2, U...U % }. Cada subconjunto %, induz um subgrafo G,. Como as propagacdes
locais utilizam apenas uma subestrutura do grafo, é possivel aplicar as propagacdes locais para
cada subgrafo G,. Cada thread executa a propagacao local para obter o melhor conjunto de
vetores associados ao subconjunto de documentos. A propagacao global ndo pode ser dividida
pois requer a iteracao sobre toda a estrutura do grafo, entdo ela € realizada apds a finalizacao de
cada thread. Os resultados de cada thread sao unidos para obter os resultados da estrutura global
do grafo. Apesar de onerosa, a propagacdo global percorre apenas uma vez toda a estrutura do

grafo. A versao paralela do algoritmo PBG € descrito no Algoritmo 8

Algoritmo 8: Algoritmo PBG paralelo

Entrada:
grafo bipartido G,
K // dimensdo dos vetores A e B;
o // parametro de concentragao
t // ntimero de threads
Saida
rétulos multidimensionais A ; para cada documento d,
rotulos multidimensionais B; para cada palavra w;
inicio

Inicia os vetores A; para cada documento d; € G;
Inicia os vetores B; para cada palavra w; € G;
enquanto convergence faca
/I divide o conjunto de documentos & em ¢ subconjuntos
@(—{@1,...,@[} ;
foreach 7, € 7 do
seja <7, o conjunto de vetores associados aos documentos em ,,.
grafo induzido G, dos documentos em 7, ;
executa a thread localPropag(G,, %), %), B);

o 0 NN N T R W N -

[
=

o
—

espera as threads ;
| B < globalPropag(G,A,B);

o
(%]
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3.3.5 Resultados Experimentais

Os vetores A; e B; podem ser pos-processados de acordo com diferentes sub-tarefas
relacionadas ao contexto ndo supervisionado. Nesta secdo sdo apresentados os resultados experi-
mentados do algoritmo PBG na tarefa de redu¢do de dimensionalidade e extracio de topicos.
Os experimentos foram conduzidos usando o conjunto de dados descritos na Tabela 2 (ROSSI;
MARCACINI; REZENDE, 2013). Foram selecionados da colecdo descrita em (ROSSI; MAR-
CACINI; REZENDE, 2013) os trés maiores conjuntos de dados e com melhor aplicabilidade
na tarefa de extracdo de topicos. Esses documentos foram pré-processados, stop-words foram
removidas e termos foram stemizados por meio do algoritmo de Porter (PORTER, 1997). A

frequéncia das palavras foram usadas como peso das arestas do grafo bipartido.

Tabela 2 — Conjuntos de dados usados na avaliagdo experimental. A primeira coluna é o nimero de documentos, a
segunda coluna € o nimero de palavras Unicas, e a tltima coluna € o ndmero total de termos.

nome m n n # classes
20ng 18808 45434 76.47 20
Dmoz-Business 18500 8303 11.93 37
classic4 7005 7749 3528 4

Fonte: Dados da pesquisa.

O grafo bipartido foi criado para cada conjunto de dados e o algoritmo PBG foi executado
para demonstrar sua habilidade em extrair padrdes tematicos no conjunto de documentos. Os

resultados foram as atribui¢oes dos vetores A; e B; que otimizam a Equagao 3.13.

Apesar dos documentos utilizados nessa avaliagdo experimental possuirem rétulos, eles
foram ocultados na construcao do grafo e no processo de propagacgdo. Os rétulos foram usados

depois apenas para auxiliar na avaliagdo dos resultados na representatividade dos documentos.

Foram avaliadas trés versoes do algoritmo PBG: inicializa¢cdo do PBG com o algoritmo
K-means (kmeans+pbg), inicializacdo do PBG com o algoritmo HLC (hlc+pbg), e a versao
multithreading do algoritmo PBG (multi-pbg). Os resultados do PBG foram comparados com
o NMF inicializado com o método Singular Value Decomposition (SVD) e o LDA nas tarefas
de extragao de topicos e representatividade dos documentos. Para isso, duas métricas foram
usadas, Normalized Pointwise Mutual Information (NPMI — veja a Defini¢do 2) e acurdcia de

classificagdo dos documentos.

Na tarefa de extracdo de topicos, foram definidos os nimero de tépicos K com o conjunto
K =1{50,100, 150,200} para todos os algoritmos. Foi utilizada uma implementac¢ao em python do
LDA ! com método de inferéncia variacional e com processo de otimizagdo dos hiperpardmetros.

Os hiperparametros do LDA foram inicialmente @ = % ef= % com o LDA com priori simétricas.

' A implementagio em python do método de inferéncia variacional do LDA € disponivel em <https://github.com/

kzhai/PyLDA>


https://github.com/kzhai/PyLDA
https://github.com/kzhai/PyLDA
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O problema estabelecido pelo NMF foi resolvido utilizando o método de projecio de gradiente?
(LIN, 2007). Para o algoritmo PBG, foram realizados experimentos iniciais com apenas 10
iteracdes para definir o melhor pardmetro sobre o conjunto a € {0.5,0.05,0.005}. O dnico
parametro (o) exigido pelo algoritmo PBG pode ser definido quando existe o conhecimento
sobre a colegdo, isto é, se os documentos s@o mais focados em um ou em varios topicos, €
portanto, pode-se utilizar um valor padrao indicado. O melhor pardmetro para todos os conjunto
de dados foi o = 0.05. O critério de parada foi definido para 100 iteragdes ou apds 5 horas de
execucdo para todos os algoritmos. Para a versdo com inicia¢cdo dos rétulos, os documentos
foram inicialmente agrupados utilizando os algoritmos K-means e HLC. J4 na versdo paralela,

cada execucao foi dividida em 8 threads.

A criac@o de um processo estritamente justo de comparagao entre o algoritmo proposto
neste trabalho e os algoritmos baseados em modelos probabilisticos € dificil, uma vez que os
modelos probabilisticos tradicionalmente utilizam métricas de avaliacdo baseada na verossimil-
hanca do modelo ou na perplexidade. Além de que o valor retornado pela verossimilhanca (ou
a perplexidade) ndo necessariamente estd correlacionado com o julgamento humano sobre a
qualidade de um conjunto de tépicos. Por isso, € utilizada a medida NPMI (Normalized Point-
wise Mutual Information), que se aproxima da avaliacdo humana dos tépicos. E para avaliar a
representatividade dos documentos € utilizado a medida de acuricia de classificagio, sendo que

os documentos sdo representado pelos vetores associados aos vértices do tipo documento.

3.3.5.1 Convergéncia

Na falta de qualquer prova geral que garanta a convergéncia do algoritmo PBG, foi
necessario conduzir uma anélise experimental para indicar a convergéncia do algoritmo. Na
Figura 7 é mostrada a convergéncia do algoritmo PBG em relacio ao valor da fun¢do objetivo
definida na Equagdo 3.13. Para criar a Figura 7 foi calculado Q(G), onde G € o grafo bipartido
com seus respectivos vetores associados e obtidos apds 50 iteracdes de propagacdes locais e
globais ou no maximo 2 horas de execugdes. Como pode ser notado na Figura 7, o algoritmo PBG
nao completou as 50 iteracdes para o conjunto de dados 20ng, porém ele alcancou um estado de
convergéncia em apenas 15 iteracdes. O mesmo indicativo de convergéncia foi percebido nos

outros conjuntos de dados em aproximadamente 15 iteracdes.

3.3.5.2 Avaliacdo da representatividade dos documentos

Nesta secdo € avaliada a representatividade dos vetores A; associado aos vértices do
tipo documento para representacdo das caracteristicas dos documentos. Isso € feito da mesma
forma que a distribui¢do de documentos por topicos do LDA e a matriz A do NMF séo usados

como vetor de caracteristica em uma tarefa de reducao de dimensionalidade. O algoritmo de

2 A implementagio em python do NMF esté disponivel em <https://www.csie.ntu.edu.tw/~cjlin/nmf>


https://www.csie.ntu.edu.tw/~cjlin/nmf
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Figura 7 — Valor da funcao objetivo (Equagao 3.13) por itera¢des do algoritmo PBG para os conjuntos de documentos
20ng (esquerda), classic4 (centro) e Dmoz-Business (direita).
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Fonte: Dados da pesquisa.

classificacdo Support Vector Machine (SVM) ® com parimetros usuais foi usado em um esquema
de validacdo cruzada para mensurar a acurécia desses vetores de caracteristica na representacao

da cole¢do de documentos.

A acuricia de classificagcdo € a porcentagem de acerto de um modelo de classificagdo
aprendido do conjunto de documentos de treino aplicado em um conjunto de teste. Um alto valor
de acurdcia significa que o vetor de caracteristica captura melhor o conhecimento necessario

para representacao do seu conteudo.

As tabelas 3, 4 e 5 mostram respectivamente a melhor acuricia para os conjuntos de
dados 20ng, classic4 € Dmoz-Business. O algoritmo PBG captura caracteristicas dos documentos
melhor do que o LDA em 100 iteragdes. Os resultados indicam que o algoritmo proposto €
um método promissor na exploracao da tarefa de reduc¢do de dimensionalidade. Principalmente
quando o problema possuir fécil representacido em grafo e ser possivel a inclusdo de conhecimento

heuristico que possa enriquecer o processo e para obter melhores resultados.

Tabela 3 — Conjunto de documentos 20ng. Melhores valores de acuracia obtidos pelos algoritmos utilizados nos

experimentos.

K =50 K =100 K =150 K =200
Algoritmo Acuracia (%) | Acuracia (%) | Acuracia (%) | Acuracia (%)
pbg 70.7776 72.4559 71.5424 72.8224
kmeans+pbg | 77.5016 77.6184 77.6609 77.0130
hcl+pbg 72.8808 76.7102 76.8271 77.2042
pbg-threads | 72.5409 74.6123 75.0106 75.4461
Ida 69.7100 70.1137 70.3845 71.2609
svd+nmf 73.5129 76.4075 77.1829 77.5760

Fonte: Dados da pesquisa.

3

Weka 3: Software de Mineragdo de Dados em Java <http://www.cs.waikato.ac.nz/ml/weka/>


http://www.cs.waikato.ac.nz/ml/weka/
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Tabela 4 — Conjunto de documentos classic4. Melhores valores de acuricia obtidos pelos algoritmos utilizados nos

experimentos.

K =50 K =100 K =150 K =200
Algoritmo Acuracia (%) | Acuracia (%) | Acuracia (%) | Acuracia (%)
pbg 94.7005 95.0810 05.2784 95.6025
kmeans+pbg | 95.7858 95.9267 96.0395 96.2086
hcl+pbg 95.3347 95.7153 95.4052 95.4898
pbg-threads | 94.7710 95.0106 95.2502 95.5039
Ida 94.1508 94.5736 94.1931 94.4045
svd+nmf 94.4891 95.1656 95.3206 95.7153

Fonte: Dados da pesquisa.

Tabela 5 — Conjunto de documentos Dmoz-Business Dataset. Melhores valores de acurdcia obtidos pelos algoritmos
utilizados nos experimentos

K =50 K =100 K =150 K =200
Algoritmo Acuracia (%) | Acuracia (%) | Acuracia (%) | Acuracia (%)
pbg 35.8919 43.5946 45.3351 48.7135
kmeans+pbg | 45.7189 54.3243 57.1838 57.8541
hcl+pbg 46.8000 50.6649 53.4108 54.7081
pbg-threads | 35.6649 41.6649 45.8649 48.8973
lda 38.4919 44.8432 48.0703 49.5459
svd+nmf 41.7459 48.6432 52.7892 55.2865

Fonte: Dados da pesquisa.

Na Figura 8 estd o diagrama de diferenca critica para ilustrar os resultados do teste de
significancia estatistica. Nesse diagrama, os algoritmos conectados por uma linha ndo apresentam
significancia estatistica entre si. De acordo com a Figura 8, algoritmos com inicializac@o heuris-
tica sdo superiores e apresentam diferencga estatistica em relacao ao LDA. Esse resultado valida
a hipotese de que a inclusdo de heuristicas no processo de propagacgdo pode levar a melhores

resultados.

Figura 8 — Diagrama de diferenca critica considerando as melhores acuricias para cada algoritmo.
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Fonte: Dados da pesquisa.

As figuras 9, 10 e 11 ilustram a acurdcia por tempo na execucao de todos os algoritmos

dessa avaliacdo experimental nos conjuntos de dados 20ng, classic4 € Dmoz-Business. Cada
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série ilustrada nesses gréficos sdo associados a um algoritmo especifico. Para cada algoritmo é
mantido o tempo (em segundos) e a acurdcia obtida até o fim de cada iteracdo. Assim, o intervalo

entre as marcagdes de tempo indicam o tempo gasto para convergéncia de uma iteragao.

Analisando os graficos das figuras 9, 10 e 11 observa-se que as marcagdes iniciais de
tempo do algoritmo svd+nmf sd@o melhores do que qualquer outro algoritmo. Isso porque a
operacdo de SVD consome tempo significante e muito processamento. Por outro lado, a acuricia
inicial obtida pelas simples aplicagdo do SVD € melhor do que a do LDA e do PBG. Da mesma
forma, a acuricia obtida pelo K-means sao melhores do que LDA e do PBG. Entretanto, o
K-means é mais rapido do que o SVD. O vetor inicial obtido pelo algoritmo HCL nao é bom
suficiente para representar os documentos, por isso foi obtido baixos valores de acuricia nas
iteracdes iniciais. Porém, mesmo com valores iniciais ruins, o algoritmo hlc+pbg foi capaz de
obter bons valores de acurdcia no final das execucdes. Note que o PBG utilizou os indicativos
de grupos inicialmente obtidos pelo HLC para melhorar os resultados, obtendo resultados
significativamente melhores do que o LDA em todos os conjuntos de dados.
Figura 9 — Acuricias de classificag@o obtidas ao longo das execugdes dos algoritmos utilizados nos experimentos.

Os vetores de caracteristicas extraidos pelos algoritmos foram usados para a representagdo da cole¢do
20ng.
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Fonte: Dados da pesquisa.

Analisando as figuras 9, 10 e 11 nota-se que o LDA converge mais rapido para K = 50,

mas para valores maiores de K o LDA possui o tempo de convergéncia similar ou menor. Ja a
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versdo multithreading do algoritmo PBG, como esperado, teve rdpida convergéncia. Em alguns
conjuntos de dados, como no classic4 € Dmoz-Business, o algoritmo thread-pbg foi capaz de

completar todas as 100 iteracdes, sendo que outros algoritmos completaram no maximo apenas
20 itera¢des no mesmo intervalo de tempo.

Figura 10 — Acurécias de classificacdo obtidas ao longo das execugdes dos algoritmos utilizados nos experimentos.
Os vetores de caracteristicas extraidos pelos algoritmos foram usados para a representagdo da cole¢io

classic4.
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Fonte: Dados da pesquisa.

Por fim, pode-se concluir que esses experimentos indicam que mesmo a inclusdo de
heuristicas simples, como a iniciacdo baseada em agrupamento, pode ser util para melhorar o
algoritmo PBG na tarefa de extracdo de caracteristicas. Além disso, percebe-se que o algoritmo

de propagacao, em cada nova iterag¢do, obtém resultados melhores até alcangar convergéncia.

3.3.5.3 Avaliacdo dos tdpicos utilizando NPMI (Normalized Pointwise Mutual Information)

Como ja comentado, um tépico € um conjunto de palavras que ocorrem frequentemente
em documentos semanticamente relacionados e que podem ser usadas para descrever o assunto
ou tema que os documentos tratam. Aqui, um tépico k é o conjunto de palavras topi formada

pelas L palavras melhores ranqueadas na distribui¢do de tépicos por palavras. No caso do PBG,
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Figura 11 — Acurdcias de classificacdo obtidas ao longo das execugdes dos algoritmos utilizados nos experimentos.
Os vetores de caracteristicas extraidos pelos algoritmos foram usados para a representacdo da colegao
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Fonte: Dados da pesquisa.

esse conjunto de palavras € extraida da seguinte forma

topizargmax Z B (3.30)

t0P£*CW wiétopé*
tal que [topk| = L.

Para o LDA, um tépico € a lista das L = 10 palavras mais provaveis extraida da dis-
tribuicdo ¢. Da mesma forma, nos métodos NMF e PBG, um t6pico k € o conjunto das L = 10
palavras do conjunto topi.

Virios estudos foram feitos com o objetivo de encontrar medidas para quantificar a
coeréncia dos tépicos e sua interpretacao semantica (CHANG et al., 2009; NEWMAN et al.,
2010; LAU; NEWMAN; BALDWIN, 2014). Nesses trabalhos podem ser encontradas avaliacdes
experimentais mais detalhadas dos tépicos encontrados pelos métodos NMF e LDA. Aqui, o

objetivo é comparar a qualidade dos tépicos obtidos pelo PBG com aqueles obtidos pelo LDA e

NMF.

Para avaliar os topicos, € usada a medida NPMI. Essa medida € baseada na associagcao

entre pares de palavras usando dados externos (NEWMAN et al., 2010; LAU; NEWMAN;
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BALDWIN, 2014). Isso é correlacionado com a percep¢do humana sobre a coeréncia de um
tépico e indica o qudo bem as palavras se correlacionam no conjunto para descrever um tema.
Seguindo o método de Newman et al. (2010), foram extraidas as correlagdes entre palavras de
um conjunto de documentos da Wikipedia®, e contada a frequéncia dos pares de palavras. Quanto
maior a frequéncia das combinagdes dos pares de palavras em top,lc, mais coerente serd o topico
k.

Tabela 6 — Valores da media NPMI obtidos pelos algoritmos utilizados nesses experimentos. Cada conjunto de
dados € seguido pelo ntimero de tépicos em parénteses.

conj. dados (n. tépicos) | hlc+pbg | kmeans+pbg lda | svd+nmf pbg | pbg-thread
20ng (50) 0.1820 0.1680 | 0.1830 0.2090 | 0.1870 0.1820
20ng (100) 0.1870 0.1705 | 0.1685 0.1975 | 0.1725 0.1800
20ng (150) 0.1620 0.1713 | 0.1567 0.1897 | 0.1590 0.1810
20ng (200) 0.1533 0.1728 | 0.1512 0.1623 | 0.1613 0.1733
Dmoz-Business (50) 0.1250 0.1430 | 0.1500 0.1440 | 0.1100 0.1200
Dmoz-Business (100) 0.1245 0.1535 | 0.1195 0.1495 | 0.1010 0.1095
Dmoz-Business (150) 0.1247 0.1467 | 0.1210 0.1460 | 0.1090 0.1120
Dmoz-Business (200) 0.1212 0.1473 | 0.1182 0.1520 | 0.0950 0.1030
classic4 (50) 0.1690 0.1740 | 0.1700 0.1860 | 0.1790 0.1720
classic4 (100) 0.1760 0.1850 | 0.1885 0.1890 | 0.1900 0.1805
classic4 (150) 0.1633 0.1763 | 0.1773 0.1797 | 0.1713 0.1747
classic4 (200) 0.1730 0.1818 | 0.1765 0.1650 | 0.1642 0.1640

Fonte: Dados da pesquisa.

Na Tabela 6 sao apresentados os resultados do NPMI. Os resultados indicam que o NMF
obtém tépicos mais coerentes do que LDA. Esses resultados sao ilustrados na Figura 12, onde é
apresentado um grafo de barras dos valores de NPMI para todos os algoritmos e agrupando os
resultados por conjunto de dados e nimero de tépicos. Note que o NMF, para todos os conjuntos
de documentos e nimeros de topicos, apresentou os maiores valores de NPMI. Apesar disso, o
PBG (e suas variacdes) obtiveram bons resultados, alcangando melhores valores de NMPI em
alguns conjuntos de dados. Esses resultados indicam a viabilidade do PBG como um método

competitivo, € uma nova técnica promissora na tarefa de extracao de topicos.

No Quadro 1 estdo as listas com os 20 melhores tépicos entre os 50 tépicos (K = 50)
encontrados no conjunto de dados 20ng para cada algoritmo utilizado nesta anélise experimental.
Esse conjunto de dados é formado por noticias categorizadas em 20 classes distintas. Os assuntos
abordados nesse conjunto de noticias referem-se a computagdo, discursos politicos, religido,
ciéncia, medicina, esporte e varios outros. Uma analise mais precisa sobre a qualidade desses
topicos deveria ser realizada por um especialista humano, apesar disso, é possivel observar a
relacdo entre as palavras de cada tépico e perceber o assunto no qual ele se trata. A lista com os

tépicos encontrados nos conjuntos de dados Dmoz-Business e classic4 € descrita no Apéndice A.

4 Foram utilizados documentos da Wikipedia do ano de 2008. Esses documentos estio disponiveis livremente no

site <https://dumps.wikimedia.org/>.


https://dumps.wikimedia.org/
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Figura 12 — Gréafico em barras dos valores de NPMI para todos os algoritmos com diferentes ndmero de topicos e
conjuntos de dados.
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Fonte: Dados da pesquisa.

3.3.6 Consideracées finais

Nesta se¢ao foi apresentado o algoritmo PBG, um algoritmo nio supervisionado baseado
na propagacdo de rétulos e que utiliza a representacdo da colecdo de documentos em grafos
bipartidos. A representacdo em grafos bipartidos oferece varias vantagens para a descri¢dao de
procedimentos nao supervisionados para a extracdo de conhecimento de cole¢des textuais. A
principal vantagem enfatizada neste trabalho estd na facilidade das descri¢cdes das propagacdes do
algoritmo, e como representar a informacao textual usando a estrutura em grafos para a inclusdo
de heuristicas. Incluindo heuristica de iniciacao dos dados e de paralelizacao foi possivel melhorar
a qualidade dos resultados e o desempenho do algoritmo. Os experimentos usando cole¢des
de documentos com diferentes caracteristicas demonstraram que o algoritmo PBG ultrapassa o

LDA no processo de extragdo de topicos nas cole¢des utilizadas nos experimentos.

3.4 Aprendizado semissupervisionado

A tarefa de classificacdo de texto € normalmente realizada por um algoritmo que induz

um modelo de classificac@o e que classifica novos documentos. Um niimero consideravel de
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Quadro 1 — Lista dos 20 melhores topicos encontrados no conjunto de dados 20ng para cada algoritmo utilizado

nesta andlise experimental.

Ida

svd+nmf

space orbit Taunch earth satellit moon system planet probe solar

christian jesu god church christ bibl faith time sin dai

team game hockei plai player year subject season nhl playoff

medic diseas food patient doctor effect studi health cancer treatment

god bibl christian homosexu jesu love lord sin hell christ

armenian turkish armenia peopl turk turkei kill soviet genocid russian

jew arab muslim israel jewish war isra state countri nazi

drive do window disk scsi driver system problem card control

file imag jpeg color format gif bit program version convert

game year hit player run basebal win team time pitch

Insur monei pai tax cost privat health columbia care system

%raphic ftp imag pub data softwar program anonym packag mail
omosexu write brian gai cramer sex articl men subject sexual

card mac monitor appl subject video mhz board modem bit

kei encrypt chip clipper secur govern system escrow subject public

window run program applic server subject displai widget manag sun

gun fire fbi koresh write batf articl waco subject children

peopl don exist reason point thing evid question claim argument

presid clinton stephanopoulo vote work myer job senat don question

muslim bosnian serb war bosnia croat europ yugoslavia serbian nazi

armenian turkish armenia turk soviet serdar argic turkei genocid extermin

team hockei fan plai playoff nhl leaf cuy buffa%o bruin

christian jesu church christ religion bibl faith homosexu paul belief

mhz simm speed chip motherboard cpu ram board clock memori

imag bit gif format jpeg data displai tiff process viewer

israel isra arab jew palestinian jewish peac kill adam attack

disk do copi floppi program drive instal hard mac softwar

player team year hit pitch win run basebal plai pitcher

Lg{un firearm wea(s)on crime law crimin control polic handgun arm
rive scsi id hard control seagat ﬂuf)pi bu devic meg

god sin exist jesu bibl atheist faith love hell heaven
le format git bmp convert directori ftp program postscript zip

font printer print truetyp laser charact atm dgeskjel problem postscript

card driver video diamond bu ati vlb vga isa mode

fbi fire batf koresh waco atf compound burn children stratu

space orbit pat shuttl mission digex launch access hst moon

system comput unix problem gatewai tape softwar user control work
raphic program code softwar widget motif packag librari server sun

pbg

pbg-thread

space nasa gov orbit launch earth mission moon satellit shuttl

team plai player year season game leagu hockei defens score

medic diseas patient doctor health treatment cancer studi infect effect
drive scsi disk control hard id floppi pin system bu

armenian turkish armenia turk peopl soviet russian genocid azerbaijan villag
imag data comput printer print graphic fax softwar packag program
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Fonte: Dados da pesquisa.

documentos rotulados € necessdrio para criar um modelo de classifica¢do acurado. Entretanto, um
conjunto consistente de documentos rotulados para induzir um classificador ndo estd disponivel
na maioria das aplicagdes reais. Além disso, produzir documentos rotulados é uma tarefa que
consome bastante tempo e esforco de especialistas. Assim, um modo mais pratico de tratar a
classificacdo de texto em aplicacdes reais € aplicar métodos que fazem uso de pequenos conjuntos
de documentos rotulados com documentos nao rotulados (normalmente € disponibilizado um

grande conjunto de documentos nao rotulados) para realizar a tarefa de classificacao.

Técnicas transdutivas sdo amplamente usadas quando a quantidade de documentos
rotulados sdo insuficientes para gerar um modelo de classificador com bom desempenho, e
também quando o objetivo € classificar um conjunto de documentos conhecidos. Nesses casos,
€ feito o uso de dados nao rotulados para melhorar o desempenho do classificador (KONG;
NG; ZHOU, 2013; CHAPELLE; SCHLKOPF; ZIEN, 2010; JOACHIMS, 1999). Classificacdo
transdutiva estima diretamente os rétulos de documentos ndo rotulados sem criar um modelo de

classificagdo.

Nesta secdo € descrita a proposta de um algoritmo baseado na representacdo de grafos
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bipartidos para a classificacao transdutiva. A ideia por trds do algoritmo semissupervisionado
aqui proposto € associar informagdes de classes para cada vértice e aresta. As informagdes de
classes sdao armazenadas em vetores /-dimensionais, onde o nimero de dimensoes é o nimero de
classes. Esses vetores sdao os rétulos multidimensionais associados a cada vértice e aresta do grafo
bipartido e sdo propagados em um esquema de propagacado de rétulos. Usando a estrutura do grafo
bipartido, as informacdes de classes sdo propagadas para todos os vértices e arestas, obedecendo
as relacdes de vizinha estabelecida entre os vértices. O algoritmo tradicional de propagacao de
rétulos otimiza as informacdes de classes considerando cada dimensao independentemente, aqui,
€ proposto um algoritmo que otimiza a divergéncia entre vértices relacionados considerando
todas as dimensdes dos vetores com informagdes de classes. A divergéncia entre as informacdes
de classes de vértices e arestas sdo otimizadas pela minimizacdo da divergéncia KL (veja a
Defini¢ao 1). O algoritmo proposto, chamado Transductive Propagation in Bipartite Graph
(TPBG), alcanca melhor desempenho na classificacio do que os algoritmos estado da arte
baseados na representacdo espaco vetorial e grafos, principalmente quando apenas uma pequena

quantidade de dados rotulados € disponibilizada.

Sao trés as principais contribui¢des deste trabalho: 1) permitir o uso vantajoso da repre-
sentacdo em grafos bipartidos para o aprendizado semissupervisionado transdutivo; 2) propor
um algoritmo que ultrapasse a acurdcia de classificagdo obtida pelos algoritmos estado da arte
baseados na representacao em espago vetorial e grafos quando considerado pequenas quantidades
de documentos rotulados; 3) conduzir amplos experimentos comparativos para avaliagdo da

proposta.

Na avaliagc@o experimental € apresentada a acurécia do algoritmo para diferentes quan-
tidades de documentos rotulados. Os resultados mostram que o TPBG encontra resultados
consistentes, o que faz desse método uma alternativa competitiva e uma nova possibilidade de

exploracdo no desenvolvimento de algoritmos semissupervisionados.

3.4.1 Trabalhos relacionados

Diferente da classificacdo supervisionada indutiva, que objetiva o aprendizado a partir
de exemplos, o objetivo da classificacdo transdutiva € predizer os rétulos de classes dado
exemplos ndo rotulados e rotulados. No contexto de classificacdo de documentos, o aprendizado
transdutivo atribui pesos, ou informacdes de classes, para os documentos e esses documentos

sao classificados considerando esses pesos.

Em geral, existem dois tipos de representacdes de cole¢des de documentos para realizar
o aprendizado transdutivo: modelo espaco vetorial e representacdo em grafos. No modelo
espaco vetorial, documentos sdo representados como vetores e cada dimensao corresponde a
palavra contida no documento. Os valores nos vetores sdo baseados na frequéncia dos termos,
tais como pesos bindrios, tf (ferm frequency) ou tf-idf (term frequency-inversed document

frequency). Na representacdo em grafos, os objetos correspondentes a documentos ou palavras
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sdo representados como vértices, e a relagdo entre os pares de objetos sdo representados como
arestas. Diferentes tipos de objetos e diferentes tipos de relacdes podem ser usadas para gerar o
grafo. Documentos podem ser conectados de acordo com “relacdes explicitas”, como hiperlinks
e citagdes (OH; MYAENG; LEE, 2000; SUN et al., 2009), ou considerando similaridade
(ANGELOVA; WEIKUM, 2006). Termos podem ser conectados por precedéncia no texto
(AGGARWAL; ZHAO, 2013), se eles apresentam relagdo semantica ou sintatica (STEY VERS;
TENENBAUM, 2005), ou se eles coocorrem na cole¢do de texto ou em sentencas (PALSHIKAR,
2007). A combinacdo de diferentes tipos de objetos € também usada. Nesse caso, documentos e
termos sdo gerados por um grafo bipartido onde os termos sdo conectados aos documentos nos
quais eles ocorrem (ROSSI ez al., 2014; ROSSI et al., 2012).

3.4.1.1 Aprendizado transdutivo via modelo espaco vetorial

Os primeiros trabalhos de aprendizado transdutivo para a classificacao de texto consider-
aram colecdes de textos representadas no modelo espaco vetorial (YAROWSKY, 1995; BLUM;
MITCHELL, 1998; JOACHIMS, 1999; NIGAM et al., 2000). Talvez, a forma mais natural
de realizar o aprendizado transdutivo € pela técnica de Self-Training. Self-Training assume
que a classificacdo mais confiante estdo corretas e re-induz o modelo adicionando esses novos

exemplos rotulados as instancias de teste.

Support Vector Machines (SVM) € uma das técnicas mais populares para a classificacdo.
Sua versdo transdutiva, Transductive Support Vector Machines (TSVM), tem sido usada para clas-
sificacdo de texto (JOACHIMS, 1999). TSVM considera documentos rotulados e ndo rotulados

para obter o hiperplano com margem maxima.

Aprendizado transdutivo pode também ser realizado por modelos probabilisticos. No
trabalho de Nigam er al. (2000) é apresentado um framework probabilistico no qual os dados
nao rotulados sdao usados para melhorar a classificacdo de texto. Um algoritmo Expectation
Maximization (EM) baseado no Multinomial Naive Bayes (MNB) é usado para estimar a posterior
com maxima probabilidade. O algoritmo EM € executado em dois passos. No passo E, o
parametro 0 € usado para estimar a filiagdo do componente de cada documento nao rotulado.
E no passo M, o parametro 0 € re-estimado usando todos os documentos e isso estabelece a
informacao de classes dos termos. O classificador baseado em EM nio € acurado se as suposi¢oes

do modelo gerador forem violadas.

3.4.1.2 Aprendizado Transdutivo em Grafos

Utilizando a mesma notacao descrita anteriormente na Secao 3.1, € definido um grafo
como uma tripla G = (¥, &, f), onde ¥ € o conjunto de vértices, & € o conjunto de arestas, e f é
um mapeamento que associa uma aresta a um nimero real, i.e. f: & — R. Quando 7' é composto
por um um unico tipo de vértice, o grafo é chamado homogéneo. Quando 7" é composto por

h tipos diferentes de objetos, i.e., ¥ = {V; U...UV,}, o grafo é chamado heterogéneo (JI
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et al., 2010). Para criar um grafo no contexto textual, os vértices podem ser associados a
documentos, palavras, pedagos de textos, sentengas ou pardgrafos, e todos esses objetos podem
ser combinados em pares para descrever uma aresta. Normalmente, redes homogéneas podem ser
criadas considerando relagdes explicitas entre pares de documentos (OH; MYAENG; LEE, 2000;
SUN et al., 2009), ou considerando métricas de similaridade entre documentos (ANGELOVA;
WEIKUM, 2006). Em relacao a grafos heterogéneos no contexto textual, os termos podem ser
conectados a documentos (ROSSI et al., 2014; DHILLON, 2001) ou sentencas (WAN; YANG;
XIAO, 2007) no qual eles ocorrem.

Os principais algoritmos para aprendizado transdutivo baseado em grafos objetivam
maximizar uma funcdo geral de regularizacdo. Para explicar tal fun¢do, considere / o nimero de
classes e ¥; um vetor /-dimensional associado a um objeto rotulado v; € #". Denota-se ¥; x como
a k-ésima dimensao do vetor Y;. Suponha que ¢; (0 < k <) € o rétulo da classe associado a v;,
entdo Y;; = 1 e ¥; , = 0 para todo r # k. Considerando que seja fornecido um pequeno conjunto

de documentos rotulados ¥, sera descrito a fungdo geral de regularizacio como

1
0(G) =5 Y fiQR;R)+u )}, QR:Y), (3.31)

ej €8 viey!
onde R; € um vetor / dimensional associado a cada vértices v; € ¥, esse vetor é o rétulo
multidimensional que contem as informacdes de classes — cada dimensdo de R; corresponde ao
grau de filiacdo do vértice v; para uma classe. As fun¢des Q e Q' sdo métricas que retornam a

similaridade entre objetos representado pelo grafo G.

A fungdo objetivo da Equacgdo 3.31 € baseada em duas premissas. A primeira premissa
afirma que os valores das informagdes de classes entre vértices vizinhos e altamente relacionados
devem ser proximos. A segunda premissa requer que as informagdes atribuidas durante o processo
de classificacdo devem ser o mais préximo possivel da real informacgdo de classe ja fornecida.
O parametro u controla a influéncia da segunda premissa, i.e. 0 quanto os objetos ja rotulados

devem manter suas informacdes de classes.

Baseado nas premissas consideradas no problema de otimizacao descrito na Equacao 3.31,
existem dois tipos de algoritmos que realizam a classificacdo transdutiva em grafos homogéneos:
(1) Gaussian fields and Harmonic Functions (GFHF) (ZHU; GHAHRAMANI; LAFFERTY,
2003) e (i1) Learning with Local and Global Consistency (LLGC) (ZHOU et al., 2004). Esses
dois algoritmos trabalham como o esquema de propagacgdo de rétulos no grafo homogéneo, onde
iterativamente os rétulos atribuidos aos vértices do grafo sdo propagados de forma a minimizar a

Equacao 3.31.

Em uma rede heterogénea bipartida, a propagacdo dos rétulos multidimensionais é
feita pela propagacao dos vetores de informacao de classes dos documentos para os termos e
vice versa. Considerando essa técnica, os trés principais algoritmos que realizam classificagao
transdutiva em grafos heterogéneos sao: (1) Tag-based Model (TB), (i1) GNetMine (GM) e (iii)
Label Propagation using Bipartite Heterogeneous Networks (LPBHN). TB (YIN et al., 2009)
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estende as premissas assumidas pelo problema de otimizagdo descrito na Equacao 3.31, além
disso, usa um conhecimento prévio obtido por um classificador de dominio. GM (JI et al., 2010)
€ baseado no algoritmo LLGC e considera diferentes tipos de relacdes entre diferentes tipos
de objetos. O algoritmo LPBHN (ROSSI et al., 2014) € baseado no algoritmo GFHF e tem a
vantagem de ser um algoritmo livre de pardmetros que usa a representacdo em redes bipartidas

para a classificacao transdutiva.

3.4.2 Propagacao em Grafo bipartido para Classificacao Transdutiva

Nesta secdo € apresentada a formulagdo, além da fundamentacdo computacional e
matematica, do algoritmo semissupervisionado proposto baseado em grafo bipartido para clas-
sificacdo transdutiva. O algoritmo Transductive Propagation in Bipartite Graph (TPBG) é um
algoritmo de propagacdo de rétulos baseado na versao ndo-supervisionada do algoritmo de
propagacao em grafos bipartidos (PBG), além disso, a modelagem do problema apresenta carac-
teristicas que se encaixam no framework de regularizacao descrito na Equagdo 3.31. Diferente
de outros algoritmos de aprendizado transdutivo baseados em grafos, € considerado a medida de
similaridade baseada na divergéncia KL para mensurar a divergéncia entre as informacgdes de

classes associadas aos termos, documentos e suas relacoes.

A notacgdo € detalhadamente descrita na Se¢do 3.1. Aqui, a colecdao de documentos é
representada por um grafo bipartido do tipo G = ((ZU %), &, f). Os [ rétulos das classes estdo
contidos no conjunto %, sendo que no grafo existem documentos rotulados e nao rotulados, i.e.
2 = 20U 2", Além disso, os vértices dje 2" ew;, € W, ,eaarestaej; € & sdo associados
respectivamente aos vetores com informagdes de classes (ou rétulos multidimensionais) A,
B; e C;j;. Um documento rotulado d; € 2! ¢ associado a um vetor do tipo ¥;. Assim, tem-se
como objetivo do aprendizado transdutivo encontrar uma fungdo A : {2' U 2"} — %, no qual

os documentos ndo rotulados sdo usados para melhorar a acurdcia de classificagao.

3.4.2.1 Otimizando a divergéncia entre os rétulos multidimensionais

O framework de regularizacao definido na Equacdo 3.31 € usado em varios algoritmos
baseados em propagacdo de rétulos (ZHOU et al., 2004; ZHU; GHAHRAMANI; LAFFERTY,
2003). Tipicamente, a distancia Euclidiana € utilizada nesses algoritmos para medir a similaridade
entre as informagdes de classes dos objetos representados no grafo. O framework de regularizacio
da Equacgdo 3.31 também € usado para descrever o TPBG, entretanto € utilizada a divergéncia

KL como fung¢do de similaridade.

Existe uma estreita relagdo entre os vetores que mantém as informagdes de classes e a
distribui¢do de probabilidade das classes. Nesse caso, documentos e palavras com a mesma classe
terdo distribui¢do de probabilidade com pequeno valor de divergéncia. Devido a essa semelhanga,
a distancia Euclidiana pode nio ser uma boa medida para mensurar a similaridade entre objetos

vizinhos. Por exemplo, vetores gerados pelas distribui¢des normais com sobreposicao do tipo
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4(0,1000) e .#"(10,10000) tem a distancia Euclidiana esperada igual a 10. Em contrapartida,
vetores gerados pelas distribui¢cdes (que mal se sobrepde) .4 (0,0.001) e .47(0.1,0.01) terdo a
distancia Euclidiana igual a 0.01, o que ndo reflete a distin¢do dos vetores. Assim € esperado
que uma fun¢do de similaridade como a divergéncia KL possa ser usada para melhor distinguir

as informacdes de classes.

O algoritmo baseado em propagacado de rétulo para redes bipartidas usa informagdes
de classes apenas dos termos e documentos, e assume que a informacao de classe de uma
palavra w; no documento d; pode ser usada para distinguir a classe do documento nao rotulado
dj € 2" (ROSSI et al., 2012; ROSSI et al., 2014). Entretanto, essa premissa ndo estd totalmente
correta devido a ocorréncia de uma mesma palavra com diferentes significados em diferentes
documentos, e possivelmente essa palavra possa remeter a diferentes classes. Entdo, a fim de
resolver esse problema, € associado informacdes de classes para cada par documento-palavra,
correspondente ao vetor C,; ;. Com isso, procura-se garantir que uma mesma palavra w; conectada

a diferentes documentos possa propagar diferentes informacdes de classes para seus vizinhos.

A premissa do TPBG € que a divergéncia entre as informacdes de classes dos documentos
em 2! U 2", das palavras em # e das arestas em & sdo tteis para melhorar a descoberta dos
padrdes de classes dos documentos em Z%. O TPBG propaga as informacdes de classes das
palavras e documentos para as arestas, € usa as informacdes de classes das arestas para inferir a
informacdo de classe dos documentos ndo rotulados. Assim, um vetor /-dimensional C; ; € usado

para armazenar a informac@o de classe da arestae;; € &.

Aideia por trds do algoritmo TPBG € assumir que quanto maior o valor de f; ;, maior deve
ser a concordancia das informagdes de classes dos vetores (A; © B;) e C,,,. Entdo, baseando-se

na divergéncia KL, € definido a seguinte funcao objetivo:

A;®B; Aj
06(A,B,C)= Y| <fj7,-cej,[1og%>+ Y Z%Aj,0)+ Y, leogyj, (3.32)
ej‘ieé” €ji de@ dje@l J

onde Z(A;, &) é o termo regularizador aplicado a cada documento d, e a constante ¢ controla a

concentracdo das informagdes de classes no vetor A,
,%’(Aj,oc) :(OC—Aj)IOgAj+Aj(IOgAj—1). (333)

Um alto valor de « significa que os documentos provavelmente conterdo uma mistura de varias
classes. Por outro lado, um baixo valor de o indicard que um documento poderd conter mistura

de poucas classes.

Aj . ~ o

O valor de Zdj cqiYjlog Y—j garante que as informacgdes de classes atribuidas durante a
classificacdo € proxima da informacao de classe real fornecida pelos documentos rotulados. Isso
estd relacionado com as premissas estabelecidas na funcdo de regularizacdo geral, Equagdo 3.31.

E também diferencia da abordagem nao supervisionada descrita na Secdo 3.3.
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Os valores dos vetores com informagdes de classes sdo obtidos resolvendo o seguinte

problema de otimizacao

Q(G) = argmax 4= g-c+ Y, [Q6(A,B,C)l;, (3.34)

ceC
onde A*, B* e C* correspondem aos vetores que otimizam a fungio Q.

As informagdes de classes s@o obtidas pelo método de gradiente descendente na otimiza-
¢do da fungdo Q(G). O valor méximo de Q(G) em relagdo a Aj, B; e C,,,, para todos os
documentos d;, palavras w; e arestas e;; no grafo G, sdo determinados pela direcdo do gra-
diente. O procedimento de maximizagdo da fungdo objetivo (Equagdo 3.34) segue o mesmo

procedimento da versao nao supervisionada (Se¢ao 3.3.2).

Para obter a transducdo, inicialmente € maximizada a Equagdo 3.32 em relagdo ao
vetor C, i tal que Y. cc Cej,-,k = 1. Assim, isolando os termos que estdao em funcao de C, i€

adicionando o apropriado multiplicador de Lagrange,

4%
aC,

eji

= fii (log (Aj©B;) —logCe;, — 1+ fi) : (3.35)
Jst

Fixando essa derivada igual a zero chega-se no valor maximo dos vetores C,;; associados as

arestas do grafo G,

C

eji

<A;©B;. (3.36)

Como a soma dos valores de Ce,; tem que ser igual a 1, pode-se normalizé-lo de forma que

c Aj OB,

L= . (3.37)
M Yeec(Aj OBk

Agora, ¢ maximizada a Equagdo 3.32 em relagdo a A j, vetor associado a um documento
dj € 2. Niao € necessdrio usar Lagrange para restringir esse vetor pois ele ja € restringido pelo

termo regularizador (Equagao 3.33). Os termos que contém A ; sdo:

A
Q) = Y (fiiCej;logAj) + Z(Aj,a) + Y Yjlog

71 (3.38)
W,’G%j djE@] J

onde o subconjunto Wy, € formado pelas palavras que conectam um documento d; no grafo
bipartido G.

O valor de A; € fixo em Y; para todo documento rotulado, i.e. A; =Y; para todo d; € 7"
Por outro lado, para obter o valor de A; para um documento nio rotulado d; € necessario derivar

em relagdo A,

0Qu 1
0A; A

Y fiiCe, —Ajital. (3.39)

W,E%j
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Definindo essa equacao igual a zero encontra-se 0 maximo em:

Aj=a+ Y fiiCe;: (3.40)

W,'G%j

Finalmente, ¢ maximizada a Equacdo 3.32 em relacdo a B;, vetor associado a uma
palavra w; € &. Para maximizar em relagdo a B;, € isolado o termos que estdo em funcdo de B; e

adicionado o multiplicador de Lagrange.

Q[Bi] - Z Z fj7icej,i log B + A Z Byi—1 . (3.41)

CkG(C de.@ WPGW

Derivando Qg e ajustando o resultado dessa derivada igual a zero, obtém-se a seguinte

equacao de atualizacgao,

Bixos Y. Y fiiCey (3.42)

d;jc9 ceC

Normalizando o valor de B; ; sobre todas as palavras w, no vocabuldrio,

A

B; k

Bij= .
ZpEW Bp,k

(3.43)

As equagdes de atualizacdo descritas nas equagdes 3.37, 3.22 e 4.14 que maximizam a

Equacdo 3.15 sdo a base para o algoritmo TPBG, descrito na proxima se¢ao.

3.4.2.2 O Algoritmo TPBG

A ideia do algoritmo TPBG € propagar a informacdo de classe por intermédio dos vértices
vizinhos. Assumindo que é dado um conjunto de documentos rotulados 2/, e a informagio
de classe dos vetores associados a termos e a documentos ndo rotulados sdo aleatoriamente
inicializados, as iteracdes de atualizagdes sdo realizadas de duas maneiras: (1) atualizagdes
locais, que respondem pela propagacio por meio da vizinhanga de cada vértice, e (2) propagagdo
global, a qual propagam-se as informacdes de classes por meio da completa estrutura do grafo
bipartido. O algoritmo TPBG € sumarizado no Algoritmo 9. As propagacgdes locais sdo descritas

no Algoritmo 10 e a propagacdo global € descrita no Algoritmo 11.

O procedimento de propagac¢do do algoritmo TPBG (Algoritmo 9) tem como entrada
o conjunto de documentos rotulados, um grafo bipartido G e o pardmetro de concentragdo .
Os vetores associados aos vértices d; € 2" e w; € W s@o iniciados aleatoriamente, tal que
Y. ,ccAjx = 1 para todo documento ndo rotulado d; € 2" € ¥, cy B x = 1 para toda a classe
¢ € C. Os vetores com informagdes de classes associados aos documentos jd rotulados sio
inciados tal que A; = Y;. A propagagio local € executada para todas as arestas ¢ ; incidente ao

vértice d;. Esse procedimento cria um vetor /-dimensional C,; resultante do produto Hadamard
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Algoritmo 9: Algoritmo TPBG
Entrada:
grafo bipartido G,
2' I/ conjunto de documentos rotulados
« // parametro de concentragao

Saida
Y // r6tulos atribuidos a cada documento em Z*

inicio
Inicia vetor A ; para cada documento d; € ¥;
Inicia vetor B; para cada palavra w; € #;
enquanto ndo alcanca convergéncia faca
foreach d; € 7 do

repita

‘ A;j «+ localPropag(Gdj, A;, B, 7');
até A; ndo converge;

9 | B+ globalPropag(G,A,B);

R TNNT R W N -

10 paratodod; € 2": {Yjp =1 | k= argmaXéZIAjJ;} ’

deAjeBj, ie Ce;; =A;OB,. Esse vetor € normalizado tal que )., cc G, x = 1. Se o documento

i
d; estd no conjunto de documentos rotulados 2!, entdo A j =Y, caso contrério, A; recebe as
informagdes de classes de todas as arestas incidentes no vértice d; (Equagio 3.22). A propagacio
local € repetida para cada vértice d; enquanto os valores em A; se alteram. O pardmetro o €

usado para controlar o grau de concentra¢do do vetor Aj.

Algoritmo 10: Propagacdo Local para TPBG
funcdo localPropag(G, dj, A}, B, 174

it

2 inicio
3 para cada edge ¢; ; incident in d; faca
4 L Ce;; (4;0B) ;

M Y eec(A OBk
5 sed; ¢ 2! entdio
3 ‘ Aj < Yj ;
7 senao
8 LA]%—OC-F Z f,;,Cej’l.;

w,-e“//dj

9 retorne A;

A propagacdo global € realizada para todos os vértices w; € # e para toda aresta e; ;
incidente no vértice w;. Esse procedimento também cria um vetor /-dimensional C,;, resultante

do produto Hadamard de A e B;. O vetor C,;; € normalizado tal que }..,ccC,;, x = 1 e 0 valor

i
€ propagado de volta para o vetor B;, como descrito na Equagdo 4.14. Por fim, o vetor com

informac@o de classe B; € normalizado para todas as palavras w, € 7#'.



3.4. Aprendizado semissupervisionado 107

Algoritmo 11: Propagacdo Global para TPBG

1 funcido globalPropag(G, A, B)
2 inicio
3 para cada vértice w; € ¥ faca
4 para cada aresta e ; incidente em w; faca

A;OB;
5 \» Ceji <_ ( ] l) ;

t Lk OBi)
6 Bi — Z fj,l'cej"i ’
| djE@

7 para cada vértice w; € W faca
8 para ¢, € C faca

Bi«
9 Bl.k = )

/ ZWPEW Bp,k

10 | retorne B;

Como na versdo ndo supervisionada, a ideia por trds do algoritmo TPBG € localmente
concentrar as informagdes de classes de cada palavra de um documento d; no vetor A ;. Entao
concentrar toda informacdo global do grafo nos vetores de informagdo de classes associadas as
palavras. Porém, diferente das versdo ndo supervisionada, € utilizado informacao de classe ja

conhecida advinda dos documentos rotulados.

Os procedimentos de propagacdo global e local sdo aplicados até um ndmero maximo de
iteragcdes serem alcangadas, ou até a informacdo de classe contida nos documentos nao rotulados

nao se alterarem em sucessivas iteragoes.

3.4.3 Auvaliacao Experimental

Nesta avaliacdo experimental, o algoritmo TPBG é comparado com os algoritmos apre-
sentados na secdo de trabalhos relacionados (Secdo 3.4.1), que consideram colec¢des de documen-
tos representadas no modelo espaco vetorial e em grafos. Também € considerado o algoritmo
Multinomial Naive Bayes (MNB), que € um algoritmo indutivo supervisionado. O objetivo dessa
secdo € demonstrar que o algoritmo TPBG pode alcancar resultados superiores em acurdcia em
comparacao com os algoritmos estado da arte para classificacdo transdutiva de textos. Nesta
secdo sdo apresentadas as colecdes de textos usadas na avaliacdo experimental, as configuracdes

dos experimentos, os critérios de avaliacdo, os resultados e as discussoes.

Foram utilizadas 22 colec¢des de documentos textuais de diferentes dominios: e-mails
(ES), documentos médicos (DM), artigos de noticias (AN), documentos cientificos (DC), anélise
de sentimentos (SA) e paginas web (PW). Todos os documentos foram pre-processados, stop-
words foram removidas, foram aplicados stemm nos termos usando o algoritmo de Porter

(PORTER, 1997), marcadores HTML foram removidos, e apenas termos com frequéncia maior
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que 2 em cada documento foram considerados. Os pesos das arestas sdo simplesmente a frequén-
cia do termo no documento. Maiores detalhes sobre as cole¢des utilizadas sdo encontradas em
(ROSSI; MARCACINI; REZENDE, 2013).

A Tabela 7 apresenta as colecdes de documentos e as suas caracteristicas. Em cada
coluna estao descritos os niimeros de documentos (), o nimero de termos (n), € 0 ndmero
médio de termos por documentos (n_dj), o numero de classes (/), o desvio padrdo considerando
a porcentagem de classes em cada cole¢do (0(%)), e a porcentagem da classe majoritdria

(max(%)).

Tabela 7 — Caracteristicas da cole¢do de documentos textuais.

Colecdes | m | n | ng [1]o(€)][max(¥)
Classic4 (SD) 7095 | 7749 | 3528 | 4 | 1.94 | 45.16
CSTR (SD) 299 | 1726 | 54.27 | 4 |18.89| 42.81
Dmoz-Health (WP) || 6500 | 4217 | 12.40 {13| 0.00 | 7.69
Dmoz-Science (WP) || 6000 | 4821 | 11.52 |12| 0.00 | 9.63
Dmoz-Sports (WP) |[13500| 5682 | 11.87 |27| 0.00 | 3.70
FBIS (NA) 2463 | 2001 |159.24|17| 5.66 | 26.54
Hitech (NA) 2301 [12942(141.93| 6 | 8.25 | 26.21
Lals (NA) 3204 |13196|144.64| 6 | 8.22 | 29.43
La2s (NA) 3075 |12433]144.83| 6 | 8.59 | 29.43
NFS (CD) 10524 | 3888 | 6.65 [16| 3.82 | 13.39
Oh0 (MD) 1003 | 3183 | 52.50 |10| 5.33 | 19.34
Oh10 (MD) 1050 | 3239 | 55.64 |10| 4.25 | 15.71
Ohl15 (MD) 913 | 3101 | 59.30 |10| 4.27 | 17.20
Oh5 (MD) 918 | 3013 | 54.43 |10| 3.72 | 16.23
Ohscal (MD) 1116211466 60.39 |10| 2.66 | 14.52
opinosis (AS) 6457 | 2693 | 7.56 |51| 1.42 | 8.18
Re0 (NA) 1504 | 2887 | 51.73 |13|11.56| 40.43
Rel (NA) 1657 | 3759 | 52.70 |25| 5.54 | 22.39
Re8 (NA) 7674 | 8901 | 35.31 | 8 |18.24| 51.12
Reviews (NA) 4069 (22927|183.10| 5 |12.80| 34.11
Syskillwebert (WP) || 334 | 4340 | 93.16 | 4 |10.75| 41.02
WAP (WP) 1560 | 8461 [141.33(20| 5.20 | 21.86

Fonte: Dados da pesquisa.

3.4.3.1 Configuracdo dos Experimentos e Critério de Avaliacdo

O algoritmo TPBG foi comparado com os algoritmos tradicionais e estado da arte em
aprendizado transdutivo, tanto aqueles que usam a representacdo em grafos quanto o modelo
espaco vetorial. Além disso, foi executado um algoritmo indutivo para averiguar os resultados
obtidos.

Aqui, sdo descritos os valores dos parametros dos algoritmos usados nos experimentos.
Os algoritmos para o aprendizado transdutivo baseados no modelo espago vetorial sdo: Multino-
mial Nave Bayes with Self-Training (ST), onde o nimero X de documentos com o melhor ranking
de classificagdo foi definido pelo conjunto X = {5,10,15,20}; Expectation Maximization (EM),
no qual foi considerado a sua instanciagcdo para classificacao de texto (NIGAM et al., 2000),
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e foram usados os pardmetros A = {0.1,0.3,0.5,0.7,0.9} e 1, 2, 5, 10 componentes para cada
classe; Transductive Support Vector Machines (TSVM), no qual serd considerada a proposta
apresentada em (JOACHIMS, 1999) e serd usado C = 1 para induzir o hiperplano com margem
méxima e o pardmetro C’ variando por um fator de dez, indo de 10~ para 10'. Também foi
executado o TSVM com e sem a fungdo proposta no trabalho de Joachims (1999) para manter
a mesma propor¢do das classes dos documentos rotulas na classificagdo dos documentos nao

rotulados.

Os algoritmos para o aprendizado transdutivo baseados em grafos utilizados nessa
avaliacdo experimental sdo divididos em algoritmos baseados em grafos de documentos (apenas
documentos como vértices) e algoritmos baseados em grafos bipartidos (documentos e palavras
como vértices). Todos esses algoritmos sdo iterativos, e para todos menos o TPBG foram
definidos o maximo de 1000 iteragdes. Para o TPBG foram definidas apenas 100 iteragdes
globais e 100 iteragdes locais. Os grafos de documentos foram gerados utilizando a técnica de K
vizinhos mituos, com K € {7,17,37,57}, e também foram gerados grafos utilizando a técnica
Exp com o valor de ¢ = {0.05,0.2,0.35,0.5}. Os algoritmos baseados em grafos de documentos
sdo: Label Propagation with Gaussian Fields and Harmonic Functions (LP), algoritmo nao
paramétrico; Learning with Local and Global Consistency (LLGC), no qual foi utilizado o

conjunto de valores para o parAmetro o € {0.1,0.3,0.5,0.7,0.9}.

Os algoritmos baseados em grafos bipartidos sdo: Label Propagation based on Bi-
partite Heterogeneous Network (LPBHN), algoritmo ndo paramétrico; Tab-based Model
(TB), no qual foi utilizado o@ = 0, desde que existam nenhum objeto de dominio diferente,
B ={0.1,1,10,100,1000},e A = {0.1,1,10, 100, 1000}; GNetMine (GM), no qual foi utilizado
a € {0.1,0.3,0.5,0.7,0.9}.

Foi também executado o Multinomial Naive Bayes (MNB), que ¢ um algoritmo de
aprendizado supervisionado e indutivo. Ele foi utilizado para verificar os beneficios sobre o uso
de documentos nao rotulados no auxilio da classificacdo de textos. Ndo existem parametros para
o MNB.

Para o algoritmo TPBG, o pardmetro de concentracao foi definido com os valores do
conjunto, i.e., o € {0.5,0.05,0.005}. Um vetor com maior concentra¢do indica mais informagao
para um pequeno numero de classes, isso pode ser util para diferenciar os documentos. Assim,
foi decidido analisar esse parametro para verificar o comportamento do valor de acuracia do

algoritmos. Os resultados dessa andlise estdo descritos no Apéndice B.

A acurdcia dos classificadores foi obtida da média de 10 execugdes. Em cada execugao
foi escolhido aleatoriamente X documentos de cada classe como documentos rotulados. Os
experimentos foram conduzidos usando X = {1,10,20,30,40,50}. As execugdes comegaram
com o numero minimo de documentos rotulados por classes e foram acrescidos em 10 até 50.
Essa varia¢do no nimero de documentos rotulados permite a anélise do comportamento do

algoritmo e a relacdo inversa entre o nimero de documentos ndo rotulados e o desempenho do
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classificador. Os restante dos m — (X * 1) documentos foram utilizados para avaliar a classificacao.

3.4.3.2 Resultados

Nesta secdo sdo apresentados os melhores valores de acurdcia obtidos na avaliagdo
experimental. Os resultados aqui descritos visam facilitar a andlise € a comparagao justa entre os

algoritmos.

Nas figuras 13 e 14 estdo presentes os valores de acuracia obtidos por diferentes algo-
ritmos e o numero de documentos rotulados por classes. O valor de acurécia nessas figuras

aumentam a medida que o nimero de documentos rotulados crescem.

O algoritmo TPBG obteve o maior valor de acurdcia para o conjunto de dados clas-
sic4, Dmoz-Health, Dmoz-Science, Dmoz-Sports, NF'S, oh5, e ohl5 para todos os nimeros de
documentos rotulados. TPBG também obteve altos valores de acurdcia quando o nimero de
documentos rotulados sdo menores ou iguais a 20. Isso indica que a técnica proposta faz um

melhor uso de poucos documentos rotulados para melhorar o desempenho do classificador.

Os algoritmos MNB e LLGC alcancam os melhores resultados em alguns conjuntos de
dados do que o TPBG quando considerado um maior nimero de documentos rotulados. Em
geral, o TPBG foi melhor do que todos os classificadores baseados em grafos bipartidos usados
nesses experimentos. Da mesma forma, algoritmos baseados em grafos obteve alto desempenho
na classificacdo do que os algoritmos baseados em modelos espaco vetorial. Algoritmos de
propagacio de rétulos baseados em grafos de documentos, como LLGC e GFHF, foram melhores

do que algoritmos baseados em grafos bipartidos.

Os dados apresentados nas figuras 13 e 14 foram submetidos ao teste de Friedman e teste
post-hoc de Li com 95% de fator de confianca para assegurar diferenca estatistica significante
Statistically Significant Differences (SSD). O teste de diferenca estatistica aqui aplicado €
aconselhdvel para quando existe um algoritmo de controle (que € aquele algoritmo com melhor
ranque médio) e vdrios conjuntos de dados (GARCfA etal.,2010; TRAWINSKI et al., 2012). A
hipétese nula afirma que todos os algoritmos possuem desempenho de classificacdo equivalente,
e entdo seus valores de ranque devem ser iguais. Por outro lado, o que se pretende determinar é
se o algoritmo TPBG pode obter resultados melhores e com diferenga estatistica significativa em

comparagdo com os outros algoritmos.

Na Tabela 8 sdo apresentados os resultados do teste estatistico para os diferentes algorit-
mos e o ranque € separado pelo nimero de documentos rotulados. Na Tabela 9 sao apresentados
os resultados do teste estatistico para todos os algoritmos e é considerado o ranque total, unindo
as posicdes do ranque para todo o nimero de documento rotulado. Nessas tabelas as colunas
representam respectivamente o ranque médio (AR), o ranque geral (GR), i.e., o ranque dos
algoritmos considerando o ranque médio, o valor de p, e o valor de p que produz diferenca

estatistica significante (SSD). Os resultados com maior SSD sao destacados em itélico.
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Figura 13 — Acurécia na Classificagdo: o eixo x representa o nimero de documentos rotulados por classe e o eixo y
representa a acuricia obtida.
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Fonte: Dados da pesquisa.

O algoritmo de controle € por padrao aquele com melhor ranque médio. Quando é
considerado todos os nimeros de documentos rotulados por classe (Tabela 9), o algoritmo TPBG
apresenta o valor de ranque médio com SSD para quase todos os algoritmos, menos os algoritmos
LLGC, MNB e GFHEF. Quando o nimero de documentos rotulados sdo menores do que 30, o
TPBG apresenta o melhor ranque médio. Usando 30, 40 e 50 documentos rotulados por classe, o
TPBG fica em terceiro mas nao apresenta diferenca estatistica quando comparado com o primeiro
(MNB) e o segundo (LLGC) algoritmos do ranque.

O ranque médio e os resultados do teste de significancia estatistica permitem concluir
que o TPBG tem melhor desempenho em casos onde exitam poucos documentos rotulados, e

se tornando uma alternativa vidvel para os algoritmos estado da arte, tendo como vantagem o
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Figura 14 — Acuricia na Classificacdo: o eixo x representa o nimero de documentos rotulados por classe e o eixo y
representa a acurdcia obtida.
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Fonte: Dados da pesquisa.

pequeno consumo de memoria pelo uso da representacdo em grafo da colecao de documentos, e

ndo precisar de uma fase onerosa para criagdo do grafo.

3.4.4 Consideracées finais

Nesta se¢do foi apresentado o algoritmo TPBG, que usa a representagdo em grafos
bipartidos para realizar a classifica¢do transdutiva de textos. O algoritmo proposto baseia-se na
propagacdo de rétulos multidimensionais, que sdo vetores contendo informagdes de classes e
estdo associados a vértices e arestas do grafo bipartido. O algoritmo € semissupervisionado pois
seu procedimento considera documentos rotulados e nao rotulados. Os resultados experimentais

obtidos com a execugdo do TPBG em vdrias bases de dados foram satisfatérios, nos quais



114

Capitulo 3. Propagagdo em grafos bipartidos

Tabela 9 — Ranque médio (AR), ranque geral (GR) e o valor de p considerando os valores de acurécia da classifi-

cagao.
Alg. AR [ GR|valor de p
TPBG 3.40] 1% -
LPBHN 5.92| 6™ 0
GNetMine 6.74| 8" 0
TB 5.76] 5t 0
LLGC 3.48 271 0.823063
GFHF 4.10] 4" ] 0.057347
ST 6.00] 7" 0
EM 6.74] 9" 0
MNB 3.87] 3" [ 0.207551
TSVM 8.95/10" 0

SSD p <0.009312

Fonte: Dados da pesquisa.

indicaram que o algoritmo TPBG utilizando poucos dados rotulados alcanca melhor resultado

na classificagdo do que os métodos baseados na representacdo no modelo espaco vetorial e em

grafos.



115

CAPITULO

EXTRACAO DE TOPICOS ONLINE
UTILIZANDO REDES BIPARTIDAS

Com o aumento da quantidade de novos dados no formato textual constantemente
publicados, a qualidade dos métodos de mineragao de texto podem ser prejudicadas. Quando se
trata de noticias, ou documentos textuais disponiveis na Internet, as aplicacdes devem considerar
documentos sobre o fluxo de textos que, em geral, sdo formados por grandes cole¢des de

documentos, no sentido pratico, possivelmente infinitas.

Em muitas aplicacdes praticas, € essencial transformar de forma répida esse grande
volume de dados textuais em informagdes e conhecimento util. Tomando como exemplo o
interesse em identificar os tépicos em noticias, deve-se considerar um método que ndo exija a
especificacdo do nimero de documentos, ou seja, considera-se infinita a quantidade de documen-
tos que chegam no fluxo. Essa exigéncia inviabiliza a aplicacio de véarios métodos encontrados
na literatura que percorrem toda a cole¢do iterativamente e que consomem grande quantidade de

memoria afim de encontrar as estruturas latentes.

Em um contexto ndo supervisionado, esses problemas caracterizam o agrupamento em
fluxo de dados. Esse problema tem como objetivo agrupar uma sequéncia X objetos em K grupos
distintos. Cada objeto deve ser atribuido a um dos K grupos na ordem que eles chegam no fluxo
(CHARIKAR et al., 1997). Existem varias técnicas desenvolvidas para tratar o problema de
agrupamento em fluxo, entre elas, destacam-se os algoritmos incrementais. Entre as estratégias
incrementais, destacam-se os algoritmos de microclusters (GAMA, 2010). Esses algoritmos
dividem o processo de agrupamento em duas fases, onde a primeira fase € incremental e agrupa
o fluxo de dados localmente, formando os microclusters, e a segunda fase gera o agrupamento

global.

O problema de extracdo de tépicos em fluxo de documentos textuais pode ser visto como

um caso especial do problema de agrupamento em fluxo de dados. Porém, o agrupamento deve
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ser realizado tanto para os documentos que chegam no fluxo quanto para as palavras nesses
documentos. Com base nisso, pesquisadores desenvolveram alternativas para os modelos proba-
bilisticos de topicos em fluxo de dados (BANERJEE; BASU, 2007), e também a versao online
do LDA (HOFFMAN; BLEI; BACH, 2010). Contudo, essas técnicas exigem o conhecimento
prévio do vocabuldrio, uma vez que a dimensao da distribui¢do de topicos deve ser conhecida.
Essas técnicas nao inserem mecanismo de economia de memoria, como dados sumarizados, ou a
capacidade de desfazer de dados que ja chegaram no fluxo — técnica de “esquecimento” de dados.
E dificil modelar corretamente o fluxo, com os mecanismos de sumarizacio e esquecimento, e

descrever um algoritmo de inferéncia eficiente.

Neste capitulo € apresentado o algoritmo de extracdo de tépicos em fluxo de documentos
que utiliza a representacdo dos dados em grafos bipartidos. A motivacao para a utilizacao de
grafos no problema de extracdo de tépicos em fluxo deve-se principalmente pela eficicia de
sumarizar o fluxo de dados nos grafos. Devido a forma de representacdo com vértices e arestas,
formando varios componentes conexos, € possivel identificar subestruturas do grafo e realizar
0 processamento apenas nessas subestruturas. Outra vantagem da representacao em grafos € a
facilidade em remover e adicionar novos vértices e arestas. Adicionar novos vértices e arestas
€ basicamente incluir novos documentos que chegaram no fluxo, e excluir vértices e arestas
apropriados € o mecanismo de “esquecimento” de dados. Um exemplo de esquecimento de dados
€ apresentado no trabalho de Bertini, Lopes e Zhao (2012). Nesse trabalho € apresentado um
modelo baseada em redes complexas onde se cria um grafo, chamado grafo K-Associados, para
a tarefa de classificacio semissupervisionada em fluxo de dados. Bertini, Lopes e Zhao (2012)
utilizaram técnica de “esquecimento” de dados e mostraram que, além de minimizar o consumo
de memoria, o processo de “esquecimento” € eficaz para a atualizagdao do modelo na ocorréncia

de alteracOes de conceitos.

O restante do capitulo estd organizado da seguinte forma. Na Se¢do 4.1 sdo apresentados
os trabalhos relacionados com o problema de extragdo de topicos considerando documentos em
fluxo. Na Secao 4.2.2 é apresentada a versao online do LDA, a formulacao e o algoritmo de
inferéncia baseado no método de inferéncia variacional. Na Secdo 4.3 ¢ descrito a versao online
do algoritmo PBG desenvolvido no contexto testa tese, a sua fundamentacao e a descri¢do das
operacgdes. Na Secdo 4.4 sdo apresentados 0s experimentos comparativos entre as versoes online

do LDA e do PBG. E por fim, na Sec¢ao 4.5 sdo apresentadas as conclusdes.

4.1 Trabalhos relacionados

No levantamento bibliogréfico, encontrou-se vdrios trabalhos recentes que estendem
ou modificam o modelo LDA. Isso revela que este modelo representa o estado da arte em
extragcdo de topicos. Uma vantagem considerdvel no modelo LDA € sua capacidade de extensao
para outros dominios, como processamento de imagem (MACKEY, 2007; FRIEDLANDER
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et al., 2012) e deteccdo de comunidades (LI ef al., 2012; YAN et al., 2012). Por exemplo, no
trabalho de Li et al. (2012), é criado um modelo para deteccao de comunidades baseado no
LDA. Neste modelo, € considerado a relacdo entre os autores, documentos e seus topicos —
sdo utilizadas quatro varidveis latentes, para os documentos, palavras, autores e topicos. Além
disso, com a marcac¢do de tempo de cada documento, € identificada a evolu¢do das comunidades
ao longo do tempo. Outro trabalho que examina como os topicos podem ser misturados com
comunidades € descrito por Yan et al. (2012). Esse trabalho relaciona tépicos e comunidades de
pesquisadores (rede de autores). E abordado um método hibrido para a extracio de tépicos e
a deteccdo de comunidades. No trabalho de Daud (2012), € apresentado um modelo de tépico
chamado Temporal-Author-Topic (TAT) em que, simultaneamente, modela textos, autores e a
marcagoes de tempo dos documentos. O objetivo é descobrir os autores relacionados em um
dominio especifico em diferentes anos. No trabalho de Blei e Lafferty (2006) € apresentado o
Dynamic Topic Model (DTM). Esse modelo captura a evolu¢ao dos topicos ao longo do tempo.
Para isso, os dados sao divididos em janelas do tempo. Por exemplo, os documentos podem ser
divididos pelo ano de publica¢do. Em cada janela do tempo, formam-se os lotes de documentos e
¢ aplicado o algoritmo de inferéncia. Em uma janela no tempo ¢, cria-se o0 modelo para k tépicos,
onde os topicos associados ao tempo ¢ evoluiram dos tépicos encontrados na janela r — 1. Esse
modelo apresentou bons resultados para descrever um corpos de documentos e a evolucdo de
seus K topicos. Todos esses trabalhos citados anteriormente utilizam modelos probabilisticos de
topicos e consideram a sequéncia temporal dos documentos, entretanto, sao métodos iterativos e

que nao processam os dados eficientemente em fluxo.

Ja no trabalho de AlSumait, Barbard e Domeniconi (2008), € apresentado um modelo de
topicos baseado no LDA capaz de identificar topicos emergentes e suas alteracdes ao longo do
tempo. Inicialmente, com uma colec¢do de documentos, € aplicado o algoritmo de inferéncia sobre
o modelo LDA. Em seguida, com o decorrer do fluxo de dados, novos documentos sdo agrupados
em lotes sobre o mesmo intervalo de tempo. Esses documentos sdo adicionados ao modelo,
reaproveitando os parametros j4 inferidos anteriormente. O método utiliza-se da representagdo
matricial da distribuicdo dos termos por topicos para calcular a alteracdo dos topicos sobre o
tempo. Cada matriz é obtida como resultado da inferéncia do amostrador de Gibbs em uma
particdo do tempo. Alteracdes nas distribuicdes de duas matrizes de tempos consecutivos sao
calculadas e, a porcentagem de alteracdes, podem indicar alteracdes de conceitos. Um problema
recorrente nos modelos baseados no LDA, e consequentemente encontrado nesse modelo, € a

obrigatoriedade de vocabuldrio e numero de topicos fixos.

Além de encontrar trabalhos que alteram o modelo LDA para o contexto dindmico, foram
encontrados trabalhos que propde métodos de inferéncia otimizados para o caso de dados em
fluxo. No trabalho de Yao, Mimno e McCallum (2009), sdo avaliados varios métodos de inferén-
cia de modelos de tépicos. Todos os algoritmos avaliados requerem uma fase de treinamento.
No caso dos métodos de amostragem, inicialmente, um conjunto de dados € utilizado no treino

de um amostrador de Gibbs. Em seguida, com os pardmetros inferidos, e com a distribui¢ao
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de palavras por topicos, foram aplicados métodos de classificac@o para descobrir a distribuicao
dos tépicos para os documentos que chegam no fluxo. A maior contribui¢io do trabalho de Yao,
Mimno e McCallum (2009) € a descri¢ao de uma versao eficiente, tanto em tempo quanto em
memoria, do amostrador de Gibbs. Além disso, foram realizados véarios experimentos empiricos
com o objetivo de explorar a sensibilidade de cada método de inferéncia na variacdo do nlimero
de topicos, na propor¢do entre documentos de treino por novos documentos e no efeito das

alteracdes na distribui¢do dos tépicos no fluxo.

Outro trabalho que trata do método de inferéncia foi desenvolvido por Canini, Shi
e Griths (2009). Nesse trabalho, sdo avaliados os modelos online de inferéncia baseado no
LDA. Além disso, € proposto um novo método de inferéncia baseado em filtros de particulas
(DOUCET; FREITAS; GORDON, 2001). O que hé de interessante nesse trabalho € a sugestdo de
um processo de “rejuvenescimento” para atualizar o modelo. O rejuvenescimento corresponde
a reamostragem das distribui¢des de topicos diante dos novos dados. Apesar dessa vantagem,

ainda existe o problema da grande quantidade de parametros requerida pelo modelo.

O algoritmo de inferéncia variacional transforma o problema de inferéncia em um
problema de otimizacao. Devido a essa transformacao, a ordem dos documentos nos lotes podem
influenciar a qualidade do resultados. No trabalho de Wahabzada et al. (2011), é discutido
o processo de escalonamento de documentos para inferéncia no método variacional. Nesse
trabalho, o LDA estético € transformado em um método “quase online” que forma mini lotes de
documentos mais influentes processados antes dos menos influentes, chamado isSLDA. Nesse
mesmo trabalho, o iSLDA foi estendido para um novo modelo online, chamado isoLDA. Esse

modelo aplica o escalonamento de documentos mais influentes em lotes formados aleatoriamente.

O modelo LDA ¢ bastante aplicado na identificacdo de topicos em noticias eletronicas.
Por isso, um problema recorrente € a dessincronizacao das diversas fontes de noticias, ou seja,
um conjunto de documentos advindo de um canal online de noticias pode apresentar diferengas
no conteddo conceitual dos seus tépicos — um canal pode dar mais importancia para um tipo
de noticia do que outros. Nao € trivial explorar a correlagdo existente em multiplos fluxo
assincronos; os documentos sobre um mesmo topico podem chegar de diferentes canais e ter
diferentes marcagdes de tempo. No trabalho de Wang et al. (2009), esse problema é formalmente
tratado, sendo apresentado um novo algoritmo baseado em modelos de tépicos probabilisticos.
O modelo desenvolvido € baseado no modelo pLSA. O algoritmo proposto, em uma primeira
fase, extrai os topicos dos documentos desprezando a marcagdo de tempo. Em uma segunda fase,
a marcacao de tempo de todos os documentos sdo sincronizados e faz-se a combinagao daqueles
tépicos mais correlatos. Com isso, o algoritmo prossegue iterando sobre essas duas fases até
alcancar um ponto de convergéncia. Relacionado a esse mesmo problema, tem-se o trabalho de
Hong et al. (2011). O modelo proposto € uma extensao do LDA. Nesse modelo sdo considerados
multiplos fluxos de dados. Associado a cada fluxo estd um conjunto de tépicos locais e, associado

a todos os fluxos estd um conjunto de topicos globais. Para identificar a dinamica temporal, cada
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topico encontrado € associado a uma funcdo que retorna sua popularidade sobre o tempo. Quanto
a inferéncia, ela ndo € aplicada de forma incremental, mas sim de forma estatica com pequenos

lotes de documentos.

Quando se aplica o modelo online em lotes de documentos, cada lote pode ser considerado
uma janela do tempo. Essa janela € uma discretizagdo do tempo, sendo a granularidade definida
para alguma época — por exemplo dia, més, ano, etc. Essa forma de discretizar o tempo de chegada
dos documentos no fluxo foi estudada no trabalho de Iwata et al. (2012). Nele, foi definido um
modelo baseado no LDA que analisa a evolucao dos topicos em multiplas granularidades de
tempo. O modelo proposto utiliza os tOpicos anteriores e atuais para definir a priori para extragdo
em épocas futuras. Ja no trabalho de Iwata er al. (2010), foi proposto um modelo de tépicos
que permite uma analise sequencial da dindmica dos tépicos com multiplas granularidades. A
granularidade dindmica de um tépico € proporcional a frequéncia com que as palavras aparecem
em uma janela do tempo. Por exemplo, um tépico relacionado com “politica” pode conter
palavras como “senador” ou “presidente” frequentes por varios anos, por outro lado, o nome
de um assessor parlamentar pode ser frequente por um curto periodo de tempo. Para isso, as
palavras dos tépicos sdo distribuidas sobre a escala de tempo. Aquelas palavras populares por

longo periodo ficardo com alta probabilidade quando se escolhe vérias janelas de tempo.

Outro trabalho que estende o LDA online é o trabalho de Wang e Lang (2011). O modelo
proposto é capaz de descobrir tépicos com unigramas, assim como bigramas, e € atualizado por
um algoritmo de inferéncia online. O algoritmo de inferéncia € uma versao do amostrador de

Gibbs que aproveita parametros obtidos na inferéncia feita em uma janela anterior do tempo.

Uma nova tendéncia para os modelos probabilistico de topicos € o uso do processo de
Dirichlet (DP). Essa técnica € ndo paramétrica e € usada para agrupamento onde nio se conhece
o nimero K de grupos. Assim como o LDA é o modelo base nos modelos probabilisticos de
topicos, o Hierarchical Dirichlet Processes (HDP) (TEH et al., 2006) € o modelo base de
modelos probabilisticos ndo paramétricos de topicos. No trabalho de Ahmed e Xing (2012), foi
desenvolvimento um modelo baseado no HDP capaz de detectar a “morte” e o “nascimento” de
topicos em fluxo de lote de documentos. Apesar dessas vantagens, os algoritmo de inferéncia em
modelos HDP possuem desafios quanto a tempo de execu¢@o e consumo de memoria, iSSo por
requererem multiplos passos por todo o conjunto de dados (WANG; PAISLEY; BLEI, 2011).
Para resolver esse problema, assim como no LDA, onde foram propostos métodos de inferéncia

online, foi proposto um algoritmo online de inferéncia variacional para o HDP.

Modelos probabilisticos de topicos baseados no LDA assumem que o vocabulério de
palavras € conhecido. Entretanto, quando se considera que os documentos chegam no fluxo,
pouco se sabe sobre o vocabuldrio. O tnico trabalho encontrado na literatura que trata dessa
lacuna € o trabalho de Zhai e Boyd-graber (2013). Nesse trabalho € estendido o método de
inferéncia variacional online do LDA para considerar vocabuldrio infinito. Para considerar

novas palavras, a distribuicdo de topicos por palavras é gerada pelo processo de Dirichlet. Esse
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processo € o mesmo em que se baseia o0 modelo HDP, entretanto, nesse caso, a distribuicdo
nao-paramétrica € aplicada na distribui¢cdo de topicos por palavras. Com isso, o algoritmo de
inferéncia € complexo devido a incorporacao de procedimentos para dinamicamente ordenar,
expandir, contrair o conjunto de palavras do vocabuldrio. Os experimentos realizados averiguaram
a representatividade dos documentos na tarefa de redu¢do de dimensionalidade e calcularam os
valores do PMI dos tépicos. Os resultados indicaram que o modelo obtém melhores valores de

acuréacia e PMI em comparagdo com a versao online do LDA com vocabulério finito.

Nesta revisdo ndo foram encontrados apenas trabalhos que utilizam modelos probabilisti-
cos. No trabalho de Saha e Sindhwani (2012) foi proposto um método para extracao de tépicos
baseado no método NMF. A matriz documento-termo € construida com documentos obtidos
em janelas de tempo, onde se aproveita a matriz de janelas anteriores, removendo documentos
antigos e adicionando novos. Esse método possibilita a detec¢do da evolucao e de tépicos emer-
gente pela andlise das matrizes decompostas. Foi encontrado também métodos que utilizam a
tradicional contagem da frequéncia de termos. No trabalho de Ma (2011), é apresentado um novo
método de extracao de tépicos emergentes. Os tépicos sdo os termos com frequéncia superior
a um limiar pré-definido. E proposto um novo método para contagem de termos frequentes
chamado TF-PDF (Term Frequency, Proportional Document Frequency). Ja no trabalho de
Bun e Ishizuka (2002), € apresentado um framework para auxiliar na extracdo dos tépicos em
noticias semanais. O método considera multiplos fluxos de dados (vérios canais de noticias).
O framework funciona da seguinte forma: o fluxo de noticias textuais chega e, com isso, é
calculado o TF-PDF dos termos, em seguida, sdo extraidas as sentencas, ou frases das noticias,
que possuem os termos de maior relevancia (ou maior peso). Sobre essas sentencgas € aplicado

um algoritmo de agrupamento, sendo os topicos a sumarizacdo de cada grupo.

4.2 Aprendizado online

Os algoritmos online modernos de aprendizado de maquinas baseiam-se na teoria da
aproximacdo estocdstica. Nesta secdo € descrito o arcabougo geral dos algoritmos online de
aprendizado. Inicialmente é descrita a tarefa de aprendizado, com a descri¢ao de uma fungao
geral baseada na minimizagdo do erro e a aplicacdo do método de gradiente descendente
estocastico nessa fungdo geral. Em seguida, € descrita a versao online do LDA (oLDA), que
utiliza aproximacao estocdstica para otimizar o problema de otimizagao estabelecido pelo método

de inferéncia variacional.

4.2.1 Otimizacao Estocastica

Na tarefa tradicional de aprendizado de maquina, cada exemplo é um par (x,y) composto
por um conjunto de atributos x e a informagdo de classe y. Considere uma fungéo erro($,y) que

mede a perda ao se estimar uma classe y conhecendo a classe real y. O objetivo € encontrar uma
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funcdo f,, parametrizada por um vetor de pesos v, que minimiza Q((x,y),v) = erro(f,(x),y).
Assim, dado um conjunto de treino {(x1,y1),..., (Xs,yn)}, pode-se calcular o risco empirico

E(f,) da seguinte forma

1 n
E(f,) = r_lzerro(fv(xi)a)’i)- (4.1)
i=1
O risco empirico E(f,) pode ser minimizado utilizando o método de gradiente descendente.

Nesse método, em cada iteragdo ¢, atualiza-se o vetor de pesos v em direcdo do gradiente de

E(f),
v([+1) _ v(l) _PIZ;VVQ«)C"’)J")’V([))’ (42)

onde p € a taxa com que o erro serd considerada na atualizac@o dos vetores de pesos.

Algoritmos de otimizagdo estocdstica seguem um processo nao deterministico para esti-
mar o gradiente de E( f,). Em vez de calcular exatamente o gradiente de E( f, ), em cada iteragdo
¢ estimado esse gradiente com base em um simples exemplo (x;,y;) escolhido aleatoriamente
(BOTTOU, 1998):

V) =0 — o v,0((x,31),vY). (4.3)

Com isso, espera-se que a Atualizacdo 4.3 se comporte como a Atualizacdo 4.2, apesar do
ruido de gradiente inserido. Algoritmos baseados no gradiente estocéstico utilizam estimativas
instantaneas do gradiente, o que implica que o vetor com a direcdo de atualizacdo estd sujeito
a flutuacdes aleatérias denominadas ruido de gradiente (BOTTOU, 2010). Por outro lado,
esse processo depende apenas do exemplo escolhido aleatoriamente no momento ¢, ndo sendo
necessario percorrer os exemplos das iteragdes anteriores. Por esse motivo, o gradiente estimado

¢ mais facil de computar.

A convergéncia do gradiente estocdstico foi bastante estudada, principalmente nos tra-
balhos de Bottou (1998), Bottou (2004), Bottou (2010). Bottou demonstrou que o gradiente
estocdstico tende a uma solugdo 6tima global v* de E(f,+), caso a fun¢do Q seja uma fungio con-
vexa, caso contrario, tende a uma solucdo 6timo local. Essa convergéncia € garantida desde que
a taxa de erro p diminua ao longo das iteracdes, satisfazendo as seguintes condi¢des: ¥, p? < oo
e Y Pr=co.

A desvantagem do processo estocdstico estd na velocidade de convergéncia, que pode
se tornar lenta devido ao ruido aplicado pelo cédlculo do gradiente aproximado. Além disso, a

velocidade com que o valor da taxa de erro p diminui influencia na velocidade de convergéncia.

Uma técnica comum em aprendizado estocastico € utilizar mini-batches para atualizar o
modelo. Com isso, em vez de utilizar apenas um exemplo por vez, utiliza-se varios exemplos

com o objetivo de diminuir o ruido. Utilizando um minibatch com b exemplos, a aproximacao
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do gradiente € a seguinte

1 b
v == i Y Va0 (ioyi) ). (4.4)

A média do gradiente estocdstico dos b exemplos possuem o mesmo valor esperado, logo a

aproximagdo ainda é vdlida.

4.2.2 Aprendizado online com o LDA

As técnicas tradicionais de inferéncia do LDA, como o algoritmo de amostragem de
Gibbs e o algoritmo de inferéncia variacional, requerem uma passagem completa por toda
a colecdo de documentos em cada iteragdo. Tanto para o algoritmo de Gibbs quanto para o
algoritmo variacional é necessario percorrer todos os termos de cada documento da colecao.
Isso claramente pode retardar o processamento em grandes colecdes de documentos, e também
nao é adequado aplicar tais técnicas onde novos documentos estdo constantemente chegando.
Assim, para resolver esses problemas, Hoffman, Blei e Bach (2010) propds uma versado online do
LDA. O algoritmo para inferéncia online do LDA proposto por Hoffman baseia-se na utilizacao
da técnica de otimizagdo estocdstica para resolver o problema de otimizacao estabelecido no
método de inferéncia variacional. Algoritmos de otimizacao estocdstica seguem um processo nao
deterministico para estimar o gradiente de uma fungdo objetivo. Inferéncia variacional estocdstica
prové uma abordagem escaldvel e muito mais eficiente para aproximar a distribuicdo a posteriori
do LDA.

O método de inferéncia variacional tradicional aplicado no LDA e a notagdo utilizada
nesta secdo sio descritos com detalhes no Capitulo 2. Na versdo online em vez de otimizar todo
o conjunto de dados, o método de inferéncia variacional estocdstico utiliza apenas uma amostra
dos dados escolhidos aleatoriamente (BOTTOU, 2004). Uma amostra pode ser um documento
unico ou um subconjunto de documentos da colecdo. Com apenas as estatisticas obtidas por
uma amostra, o algoritmo ajusta as varidveis variacionais. E importante distinguir as varidveis
variacionais entre varidveis locais e globais (Veja na figura 2 a representacdo das varidveis
variacionais do modelo LDA). As variaveis locais mantém estatisticas de cada documento
especificadamente e correspondem a distribui¢io variacional Y e ¢. As varidveis globais sdo as

propor¢des que relacionam tépicos e palavras, correspondente a distribuigdo A.

Note que as atualizacdes das varidveis locais (equagdes 2.48 e 2.47) utilizam apenas
estatisticas do documento que estd sendo processados. Assim, na versao online, ¢ amostrado
um documento d; (ou um sub-conjunto de documentos) da cole¢do e computado os pardmetros
Y € ¢ utilizando a mesma sub-rotina da versdo em lote. A varidvel 2 é criada para manter as

estatisticas dos tépicos obtidos pelas varidveis locais,

N
A=n+nY Q;iwij, 4.5)
i=1
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onde n € o nimero de documentos, considerando que n é um niimero grande para justificar o
processamento online. Essa equacido vem da Equacdo 2.49 aplicado n vezes para um documento

amostrado.

Agora, para atualizar as varidveis globais é necessdrio aplicar a interpolacdo da varidvel

A com a varidvel global A,
ALY = (1= p)A + pi, (4.6)

onde p; € o fator de aprendizado.

Note que a atualizacdo da varidvel global A em um momento (z + 1) utiliza estatistica
obtidas em um momento anterior (¢), e que essa atualizagdo nao requer a passagem por toda
a colecdo de documentos. Em cada momento, novas amostras de documentos sao retiradas da

colecdo (ou do fluxo de documentos) e sdo atualizadas as estatisticas locais e globais.

No Algoritmo 12 estdo descritos os passos para a inferéncia online do LDA. A con-
vergéncia desse algoritmo € garantida pelas propriedades de otimizacado estocdstica (veja Secao
4.2.1).

Algoritmo 12: online LDA

Entrada:
Um fluxo de documentos textuais S
Numero de tépicos K
hiper-parametros o e 3
Saida
estimativa das distribuicdes documento-tépicos 0 e topico-palavra @
1 inicio

2 Inicializa A(©) aleatoriamente ;

3 repita

4 Amostre um documento d; do fluxo de documents ;

5 Inicialize y;x =1, parak € {1,...,K};

6 repita

7 para cada termo w; do documento d; faca

8 para k =1 até K faca

9 | @ik o exp (P(1ia) — YT V) + ¥ (i) s

Ny,

10 Y=o+ Qi

1 até convergéncia dos pardmetros locais;

12 para k =1 até K faca

N Ny,

13 t M =P +DZZ~:dJl Qi ikWjis

14 A0 =(1=p)A=D 4 pA ;

15 até existir documento no fluxo;

A fundamentacdo da versdo online do LDA € baseada na aplicacdo da otimizagdo

estocdstica na otimizacao estabelecida pelo método de inferéncia variacional do LDA. No caso
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do método de inferéncia variacional, objetiva-se otimizar o logaritmo da verossimilhanca do
modelo. Essa otimizagado € obtida pela maximiza¢do do ELBO, definido pela Equacao 2.46. Aqui,
€ reescrito o ELBO £ em fun¢do dos pardmetros variacionais locais, ¥y e @, e do pardmetro

global A. Entéo, para o LDA, pode-se escrever o ELBO como:

,,g(%(p,),) = Z l(Y]v(pJ;l% (47)
djED

onde /(y;j, ®;,A) € a contribui¢do do documento d; para o ELBO. Como a ocorréncia das palavras
para um documento d; € observado, € possivel aplicar o E — step semelhante ao processo em
lote para encontrar os parametros locais ¥ e @, ¢ mantendo o parAmetro global A fixo. A varidvel
intermediéria A mantém uma estimativa para o parametro global A utilizando estatisticas da
amostra e das varidvel locais calculadas. Com isso, € possivel atualizar A+ ysando uma média

ponderada entre seu valor anterior, 1), ¢ A,

A =20 4 0,DV; (15, 905,1), (*8)

onde p = (19+1)~¥, k € (0.5,1] controla a taxa de esquecimento dos valores antigos de Ae
To < 0 diminui a importéncia das iteragdes iniciais. A condi¢@o de que k € (0.5, 1] é necessaria
para garantir a convergéncia. O valor de p decresce ao longo do tempo. Note que p pode ser

considerado como o coeficiente de aprendizagem do pardmetro A.

O Algoritmo 12 também pode ser justificado pelo trabalho de Neal e Hinton (1998), nos
quais foram apresentadas provas que demonstram o porqué de versoes online dos algoritmos
baseados em EM (Expectation Maximization) funcionarem. Considerando o contexto no qual
um algoritmo tradicional de EM € aplicado, tem-se uma varidvel aleatdria observada Z e uma
outra varidvel aleatdria ndo observada Y. Assume-se que a probabilidade conjuntade Y e Z é
parametrizada usando uma distribuicdo 6, como p(Z,Y|6). A probabilidade marginal de Z é
entdo P(Z|0) =Y, p(y,z|6). Com os dados observados, Z, deseja-se encontrar o valor de 6 que
maximiza o logaritmo da verossimilhanca do modelo, L(6) = log P(z|0). Para as versdes online
do algoritmo EM, deseja-se encontrar 8, dado um nimero independente de dados decompostos
como um fluxo do tipo (Zy,...), assim como as varidveis nio observadas podem ser decompostas
como (Y1,...). Utilizando as varidveis decompostas, tem-se uma estimativa P(Y) = []; B(¥;), na
qual uma fungio F retornaré o valor dessa estimativa parametrizada por 8, F (P,0) =Y, F;(P;, 0).
Entdo, usando o Teorema 2 apresentado no trabalho de Neal e Hinton (1998), € mostrado que: se
F(P,0) tem méaximo local em P* e 8, entdo L(0) também terd o maximo em 6*. Assim, um
algoritmo EM pode ser usado para otimizar a decomposi¢des dos dados observados, e também

otimizar a verossimilhan¢a do modelo.
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4.3 Algoritmo de Propagacao em Grafos Bipartidos para

extracao de topicos em fluxo

Para tratar dados em fluxo, o algoritmo PBG ¢ ineficiente devido a necessidade de realizar
as propagacdes locais para todos os conjuntos de documentos antes de realizar as propagagdes
globais. Para resolver esse problema, nesta secio € apresentado o algoritmo online Propagation
on Bipartite Graph (0PBG), que € uma extensdo da versdo ndo-supervisionada do algoritmo
PBG (Secdo 3.3) para o processamento em fluxo de documentos. A notacdo geral utilizada nesta

secdo € a mesma descrita na Secdo 3.1.

4.3.1 Formulacao do oPBG

Para a construgdo do algoritmo oPBG, € utilizado o método de gradiente estocastico para
otimizar a funcdo objetivo descrita na Equagdo 3.15. Em vez de computar o gradiente VQ(G)
para todo o grafo bipartido G, cada iteragcdo estima seu gradiente em apenas uma amostra do
grafo. O método de otimizagdo estocdstica segue a estimativa do gradiente em dire¢do do 6timo.
Essa estimativa € ruidosa pois depende dos dados escolhidos aleatoriamente em cada iteracao.
Porém, essa estimativa € mais barata de computar do que o verdadeiro gradiente, e seguindo essa

estimativa € possivel escapar de 6timos locais (HOFFMAN et al., 2013).

A amostra escolhida aleatoriamente é um subgrafo induzido de G, definido como Gdj =
(v ={{dj}UW4},&,f), onde {d;} € o conjunto unitdrio formado pelo vértice d; e #;; € o
conjunto de palavras que ocorrem no documento d;. Com isso, o grafo G € formado por varios
subgrafos Gg;, G = Ug,c9Ga;, © também € possivel reescrever a fungdo objetivo Q (Equagdo

3.15) como a soma de vérios subgrafos de G,

0(G)= Y 0(Gy)). (4.9)

dje@

Aqui, o objetivo € encontrar as equagdes de atualizagdo para os vetores A, B; e C;; que

otimizam a fun¢do Q. Isso € alcangado quando

VO(G) = 0. (4.10)

Para calcular o gradiente ruidoso (ou gradiente estocdstico) € necessdrio amostrar um
subgrafo Gy;, e a partir desse grafo obter uma estimativa do gradiente @Q(G). Essa estimativa é

igual a esperanga do gradiente aplicado no subgrafo G, @Q(G) =F [VGdj} .

Para otimizar Q(G) em relagdo ao vetor A ; utilizando o gradiente estimado, basta calcular

a derivada de Q(Gy;) em relagdo a A ;. Tomando a derivada em relagdo a A j, tem-se

I0u; 1

o4, A Y fiiCe—Ajita]. (4.11)

Wie%j
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Definindo essa equacdo igual a zero, obtém-se o valor maximo em:

Aj=a+ Y fiiCe: (4.12)
W,E%j

Finalmente, € maximizada a Equagdo 3.13 em relacdo a B;, vetor associado a palavra
w; € 9. Para isso, é definido o vetor intermediério B;, que € a estimativa de B; obtida pela
amostra do subgrafo G4;. Tomando a derivada de Q[l?i] e ignorando a constante A; para se obter

uma estimativa do gradiente

L4 Ak (4.13)

Definindo essa equagdo igual a zero, e resolvendo A, tal que A; = ZkK*ZI Jj,iCe;;- Desde

que Z:lij] B; x = 0, pode-se ignorar Ay para estimar o valor de B, 4
. K
Biro< Y fiiCey- (4.14)
k=1

Para evitar a iteracao sobre toda a estrutura do grafo, o vetor B; € atualizado usando a
média ponderada de seu valor anterior e o valor estimado B;. Essa é uma forma incremental de
atualizar o vetor B; aproveitando estatisticas obtidas em iteragdes anteriores. Assim, em uma
iteracdo ¢ + 1, o gradiente ruidoso € utilizado para atualizar o vetor B; da seguinte forma,

B(l—i_l) = B(l) —|—p[ (él —Bl(t))

i i

=(1- pt)B,@ + p:Bi. (4.15)

onde p = (79 +1t) ¥ define o passo em diregdo ao gradiente. A taxa de aprendizagem Kk controla
0 qudo rapido novos vetores substituem os antigos. A inércia de aprendizagem 7y > 0 diminui
a propagacao antecipada e previne convergéncias prematuras (BOTTOU, 1998; HOFFMAN;
BLEI; BACH, 2010).

A convergéncia € garantida quando a taxa de aprendizado € decrescente satisfazendo as
condigdes ¥, p? < oo e ¥, p; = oo; isso é obtido quando k € (0.5,1] (BOTTOU, 2004).

4.3.2 Descricao do Algoritmo

Nesta se¢do € descrito o algoritmo oPBG, Algoritmo 13. O oPBG considera que o
fluxo é formado por pequenas quantidade de documentos, chamados de mini-batchs. Considerar
multiplos dados observados para atualiza¢do € uma técnica comum em aprendizado estocéstico
pois reduz o ruido (BOUSQUET; BOTTOU, 2008; LIANG; KLEIN, 2009). Suponha que seja
escolhido aleatoriamente um mini-batch 7 de tamanho b do fluxo de documentos S. Para esse

mini-batch é criado um grafo Gz = ((J U ¥ 7),&, f). Aqui assume-se que vocabuldrio 7 de
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palavras do fluxo € conhecido, e que também a cada palavra w; € #  existe um vetor B; associado.
Considerando os vetores B;’s e o grafo G &, € possivel obter o vetor A ; associado ao vértice d;
sem alterar os procedimentos de propagacdo local que otimiza a Equac¢do 3.15. A maximizacdo
da Equacdo 3.15 em relagdo a A; mantém-se a mesma, assim como os procedimentos de
propagacao local sdo os mesmos descritos na Secdo 3.3. Esses procedimentos mantém-se pois as
iteracdes locais operam apenas sobre as palavras do conjunto #'7. Da mesma forma, se mantém

a atualizag@o dos vetores C,;; na propagagao local.

A propagacio global é realizada com o grafo G 7 para obter a estimativa B; dos vetores
associados as palavras no conjunto W4 . Essa estimativa € usada em seguida para atualizar os

vetores B;’s associados a todas palavras w; do vocabuldrio.

Algoritmo 13: Algoritmo oPBG
Entrada:
fluxo de documentos S,
K // dimensdes de A; e B;
« // parametro de concentragdo

Saida
rétulos multidimensionais A ; para cada documento d; no fluxo,
rétulos multidimensionais B; para cada termo w;

inicio

p—

(0)

Inicie os vetores Bl-0
t <+ 0;
repita
Amostre um mini-batch .7 de documentos do fluxo S ;
Cria o grafo G # com documentos e palavra de .7 ;
Inicia vetores A para cada documento d; € 7 ;
para cada d; € 7 faca

repita

‘ Aj < localPropag(Gz,dj, Aj, B);
até A; ndo converge;

para cada palavra w; € #;

o X N N Nt R WN

-
L

12 B+ globalPropag(G+,A,B);
13 t+—t+1;
14 para cada w; € # 5 faca

(7) _ (1—1) A .
15 | B (1—p)B" V4 piB; ;
(1)

i

para todos topicos k tal que Y., c B N ;

16 normaliza os vetores B ik
R

17 até enquanto existir documento no fluxo;,

4.4 Resultados Experimentais

Nesta secdo sdo apresentados os resultados experimentais da versao online do algoritmo
PBG na tarefa de reducdo de dimensionalidade e extracao de topicos. Os experimentos foram

conduzidos usando o conjunto de dados descritos na Tabela 2. Esses dados foram pré-processados,
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stop-words foram removidas e termos foram “stemizados” por meio do algoritmo de Porter
(PORTER, 1997). As frequéncias das palavras em cada documento foram usadas como peso das

arestas do grafo bipartido.

O objetivo dos experimentos foi comparar os resultados do oPBG com a versao online
do LDA (oLDA). Um fator critico para as comparagdes é o pardmetro p = (7o +1¢) ¥, que define
o “tamanho do passo” na dire¢do do gradiente. Dependendo do valor de p, a velocidade de
convergéncia é menor, e consequentemente os resultados finais podem ser piores. Por isso, foram
definidos os seguintes conjunto de valores para esses pardmetros: kK € {0.5,0.6,0.7,0.8,0.9}
e 7€ {1,64,256,1024}. Esses valores sdo os mesmos utilizados para o oLDA no trabalho de
(HOFFMAN; BLEI; BACH, 2010).

Para simular o fluxo, os documentos foram alinhados em ordem estabelecida aleato-
riamente, essa mesma ordem foi utilizada em ambos algoritmos. Uma técnica comum em
aprendizado estocdstico € considerar multiplas observagdes por atualizacdes para reduzir o ruido.
Essas multiplas observacdes sao subconjuntos de documentos que chegam no fluxo, chamados
mini-batches. A quantidade b de documentos em cada mini-batch foi pré-estabelecida de forma
que b € {32,64,128,256,1024}. Um subgrafo bipartido é criado para os b documentos que
chegaram no fluxo, e sobre esse subgrafo é executado a operagdo de propagacao local. Em
seguida, aproveitando a estimativa dos vetores associados as palavras, é realizado a propagacao

global. Os resultados foram as atribui¢des dos vetores A; e B; que otimizam a Equacéo 3.15.

Os rétulos dos documentos foram ocultados e foram posteriormente utilizados apenas
para auxiliar na avaliacdo dos resultados na representatividade dos documentos. Veja Se¢ao
3.3.5.2 sobre a avaliacdo sobre representatividade dos documentos. Para avaliar os topicos
foi utilizada a medida NPMI, essa medida aproxima a avaliagdo humana de tépicos, como ja

comentado na Sec¢do 3.3.5.3.

Na tarefa de extracdo de tdpicos, foram definidos os nimero de tépicos K dado pelo
conjunto de valores {50, 100, 150,200} . Foi utilizada a implementagdo em python do LDA online
com otimizacdo de hiperparimetros fornecida pela ferramenta Gensim !. Essa implementagio é
baseada no método de inferéncia variacional online proposto por Hoffman, Blei e Bach (2010).
Os hiperpardmetros do LDA foram inicialmente o = 8 = ,l( Na versao online do LDA, a colecdo
de documentos € percorrido apenas uma vez para estimar a distribui¢do ¢ (distribuicao de tpicos
por palavras), porém, a estimativa do parametro 6 (distribuicao de documentos por topicos) €
iterativa. Assim, foi definido o maximo de 100 iteragdes ou a convergéncia. Para o algoritmo
oPBG, foi utilizado o valor de @ = 0.005. Esse valor foi obtido pela andlise dos resultados da
versao nao-supervisionada. O critério de parada foi definido para 100 iteragdes locais. Essas

iteracdes locais sdo realizadas para os § documentos que chegaram no fluxo.

' Gensim: <https://radimrehurek.com/gensim/index.html">
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4.4.1 Auvaliacao da representatividade dos documentos

Para se ter a percepcao dos resultados quanto as variagdes dos parametros, foram realiza-
dos experimentos combinando todos os valores dos parametros 7y, K, b € K. Para cada conjunto
de dados, foram executadas todas as 400 combinagdes desses parametros para os métodos oLDA
e oPBG.

Os resultados obtidos estdo ilustrados nas figuras 15, 16 e 17. Nessas figuras estao os
valores de acuricia obtidos para todas as combinacdes de pardmetros K, T, b e K. Os resultados
computacionais encontrados mostraram que o oPBG alcangou melhores resultados de acuricia
na representatividade dos documentos, e também, na maioria dos casos, sofreu menos alteracdes

quanto as variagcoes dos parametros.

As figuras 15, 16 e 17 ilustram os valores de acuricia para todas as combinagdes de
parametros definidos nestes experimentos. Analisando esses resultados, nota-se que o parametro
T € {1,64,256,1024} é o que mais influencia a diferenga de acurdcia nos resultados do oLDA.
O parametro 7 é inversamente proporcional ao fator de aprendizado p, ou seja, quanto maior o
valor de T menor serd a influéncia dos novos documentos que chegam no fluxo. Um valor de 7
alto pode ser vantajoso para retardar a convergéncia e evitar a propagacao antecipada. Mas nos
resultados obtidos na avaliacdo experimental, nota-se que T = 1 foi o suficiente para se obter

melhores valores de acuricia.

O nimero de documentos no mini-batch influenciou os resultados, nota-se que quanto
maior o nimero de documentos menor a acurécia. Isso ocorre devido a menor quantidade de
atualizagOes globais realizadas. Por isso, os melhores resultados obtidos para todos os conjuntos

de documentos foram para b = 32.

J4 o parametro K, que estd relacionado com a velocidade com que o fator de aprendizado

p decai em cada iteracdo, nao influenciou significativamente no valor de acuricia.

4.4.2 Avaliacao dos tépicos utilizando NPMI

Para aplicar a medida NPMI € necessdrio um conjunto externo de documentos como
referéncia. Neste trabalho foi utilizada a Wikipedia® em inglés. Devido ao custo de calcular a fre-
quéncia dos pares de tépicos em todas as combinagdes de resultados obtidos, o célculo do NPMI
foi realizado apenas nos tépicos com melhores valores de acurécia obtidos na representatividade

dos documentos. Os valores de NPMI estdo descritos na Tabela 10.

Os melhores valores de acuricia foram obtidos para os parametros T = 1 para todos os
conjuntos de dados, b = 32 para os conjuntos de dados 20ng e Dmoz-Business, b = 1024 para os

conjuntos de dados classic4, e k = 0.7 para todos os conjuntos de dados.

2 Foram utilizados documentos da Wikipedia do ano de 2008. Esses documentos estio disponiveis liviemente no

site <https://dumps.wikimedia.org/>.
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Figura 15 — Matriz de grificos de acurdcia comparando as versdes online dos algoritmos PBG e LDA para o conjunto
de dados 20ng. Cada linha da matriz de graficos corresponde a um valor de k € {0.5,0.6,0.7,0.8,0.9},
e cada coluna corresponde a um valor de 7y € {1,64,256,1024}. Cada gréifico mostra a acurécia
obtida considerando o nimero de documentos que chegaram no fluxo (eixo x) e o valor de acurécia
obtidos pelos dois algoritmos (eixo y). A linha (na cor verde) cruzando horizontalmente cada grafico
corresponde a melhor acurdcia obtida pelo LDA estético.
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Fonte: Dados da pesquisa.

32
64

Os resultados do oPBG foram melhores nas bases 20ng e Dmoz-Business, entretanto,

foram piores na base classic4. Esses resultados podem indicar que o oPBG encontrou melhores

topicos do que o oLDA, porém, uma ressalva deve ser feita sobre esses resultados. Ao analisar

o conjunto de palavras que formam os tépicos obtidos pelo oPBG, foram encontrados alguns
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Figura 16 — Matriz de gréficos de acuricia comparando as versdes online dos algoritmos PBG e LDA para o
conjunto de dados Dmoz-Business. Cada linha da matriz de gréificos corresponde a um valor de
K € {0.5,0.6,0.7,0.8,0.9}, e cada coluna corresponde a um valor de 7y € {1,64,256,1024}. Cada
grafico mostra a acuricia obtida considerando o nimero de documentos que chegaram no fluxo (eixo
x) e o valor de acuricia obtidos pelos dois algoritmos (eixo y). A linha (na cor verde) cruzando
horizontalmente cada grafico corresponde a melhor acurécia obtida pelo LDA estético.
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Fonte: Dados da pesquisa.

topicos com palavras em comum. Um exemplo disso sdo os seguintes topicos encontrados pelo

oPBG na base 20ng, ilustrados no Quadro 2. Note que os topicos nas linhas 1, 2 e 3 do oPBG

sdo semanticamente relacionados e possuem intersec¢oes de palavras. Os valores de NPMI

encontrados para esses dois topicos sdo altos, pois as palavras estdo semanticamente relacionadas
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Figura 17 — Matriz de graficos de acuricia comparando as versdes online dos algoritmos PBG e LDA para
o conjunto de dados classic4. Cada linha da matriz de gréficos corresponde a um valor de k €
{0.5,0.6,0.7,0.8,0.9}, e cada coluna corresponde a um valor de 7y € {1,64,256,1024}. Cada grifico
mostra a acurdcia obtida considerando o nimero de documentos que chegaram no fluxo (eixo x) e o valor
de acurécia obtidos pelos dois algoritmos (eixo y). A linha (na cor verde) cruzando horizontalmente
cada grafico corresponde a melhor acuricia obtida pelo LDA estatico.
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Fonte: Dados da pesquisa.

entre si. Consequentemente, a média geral do NPMI serd alta. Porém, esse resultado nao é
bom quando se objetiva encontrar topicos disjuntos, i.e. topicos com palavras semanticamente
relacionadas entre si € com pouca relacdo semantica entre os outros topicos. No caso da cole¢ao

classic4, os topicos que se sobrepuseram tinha baixo valor de NPMI, o que acarretou em um
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Tabela 10 — Tabela com os valores de NPMI considerando os melhores valores de acurédcia na representatividade

dos documentos

conj. dados |

algoritmo | K =50 | K=100 | K =150 | K =200 |

oLDA

0.053

0.0436 | 0.0404 | 0.03895

20ng oPBG

0.059

0.0533 | 0.0542 | 0.0578

LDA
Dmoz-Business °

0.0532

0.0402 | 0.0352 | 0.0368

oPBG

0.0922

0.0943 | 0.0916 | 0.094

oLDA

0.121

0.098 0.0855 | 0.0804

classic4 oPBC

0.0774

0.0691 0.069 0.07235

Fonte: Dados da pesquisa.

Quadro 2 — Lista de tépicos para K = 50 obtido pelos algoritmos online oPBG e oLDA no conjunto de dados 20ng.

lista de tépicos do algoritmo oPBG (K = 50)

lista de tépicos do algoritmo oLDA (K = 50)
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Fonte: Dados da pesquisa.

baixo valor geral. As listas de topicos para as colecdes classic4 € Dmoz-Business estdo descritas

no Apéndice A.

No caso dos tpicos encontrados no oLDA, poucas sobreposicao de palavras sdo encon-

trados, logo tem-se uma melhor distin¢@o entre os topicos.

4.4.3 Discussao dos resultados

Apesar do algoritmo oPBG encontrar valores de NPMI maiores para alguns conjunto

de documentos em comparacao com o oLLDA, os topicos encontrados pelo oPBG apresentaram

muita sobreposi¢do. Em contraste, no oLDA ndo ocorre esse problema. Nesta secdo € discutida
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essa diferenca e, tendo como base a andlise dos dados obtidos pela execucdo dos dois algoritmos,

sdo dados indicios que possam explicar a sobreposi¢do dos topicos.

E possivel fazer uma relacio entre 0 oPBG e o oLDA. Enquanto o algoritmo de inferéncia
variacional estocastico do oLDA baseia-se na otimiza¢do da divergéncia entre a distribuicao
real e a distribui¢cdo variacional (Veja a Se¢do 2.1.2), o oPBG otimiza a divergéncia entre os
vetores associados aos vértices do grafo. Um dos fatores que existe de comuns nesses dois
métodos € a distin¢cdo entre operacdes locais e globais. As operacdes locais sdo realizadas
em cada documento, e sio responsdveis pela descoberta da relagdo documentos-tépicos. J4 as
operagdes globais sdo realizadas em toda a colecdo, e sdo responsaveis pela descoberta da relagdo
topicos-palavras. Nas versoes online dos dois algoritmos as operacdes locais ndo sdo alteradas. J4
para as operacdes globais, € necessario realizar a atualizagc@o das estatisticas incrementalmente.

Isso € fundamentado com base no processo de otimizacao estocdstica.

Na operacao global do oPBG, as estatisticas globais sdo normalizadas de forma que
Y Bix =1, para todo tépico k (0 < k < K) (Veja a Linha 16 do Algoritmo 13). Esse tipo
de normalizacgdo caracteriza uma distribuicao multinomial nos dados. J4 na implementacdo do
oLDA, para se obter a distribuicao de topicos por palavras ¢, calcula-se a esperanga do logaritmo

de ¢ dada a distribuigdo variacional A. Esse célculo é feito da seguinte forma:

K
Eflog¢y] =exp | ¥ (k) — (Y M) (4.16)
I=n

Isso é basicamente normalizar os dados de forma que eles obedecam a distribui¢cdo de Dirichlet.

Para perceber a diferenca na distribuicdo dos dados contido nos vetores com as es-
tatisticas globais, tem-se o seguinte exemplo. Suponha o vetor com as estatisticas globais
X =[0.3,0.2,0.15,0.01], fazendo as normaliza¢des segundo as distribui¢des multinomial e de

Dirichlet (Equacdo 4.16), obtém-se as distribui¢des do vetor X ilustradas na Figura 18.

(a) Multinomial (b) Dirichlet
1 1
0.5} 4 05} R
OI T ! el ol i ° .|
0 1 2 3 0 1 2 3
indice do vetor X indice do vetor X

Figura 18 — Normaliza¢des do vetor X = [0.3,0.2,0.15,0.01]

Note que apds a normalizacdo segundo a distribuicao de Dirichlet, o maior valor do
vetor X aumenta exponencialmente. Suponha que cada posicdo i de X (indice do vetor X) é
a correlacdo entre um tépico k com uma determinada palavra w;. Apds a normalizacdo de

Dirichlet, a relacdo de correlagdo de uma palavra para o tépico com alta probabilidade cresce
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exponencialmente. Isso faz com que dificilmente mesmas palavras pertencam a mais de um

tépico com alta probabilidade.

Por outro lado, a normaliza¢do do oPBG néo evidencia a correlagdo de maior valor dos
topicos com uma palavra especifica. Além disso, no caso online, onde as estatisticas globais sdo
atualizadas incrementalmente, uma mesma palavra pode acumular valores com alta correlacdo
para diferentes tépicos. Consequentemente, uma mesma palavra pode ter alta correlagio para

diversos topicos, o que causa o efeito de varios topicos relacionados.

Apesar desse efeito prejudicar a qualidade dos tépicos, ndo influenciou na qualidade dos
resultados obtidos pela tarefa de redugdo de dimensionalidade. Isso ocorreu porque as dimensdes
latentes ainda conseguem distinguir os grupos de documentos. No caso do conjunto de dados
20ng, no minimo 20 dimensdes latentes seriam necessdrias para distinguir todos as classes.
Nos experimentos foram definidas 50, 100, 150 e 200 dimensdes latentes, € mesmo vdrias se

agrupando, ainda foram suficientes para distinguir as classes dos documentos.

4.4.4 Complexidade do oPBG

O algoritmo oPBG (Algoritmo 13) processa um documento d; (ou um subconjunto de
documentos) que chega no fluxo para obter o vetor local A ;. Essa operagdo tem complexidade
O(Tnde ), onde T € o nimero maximo de iteragcdes para a convergéncia no processo de propa-
gacdo local, ng; € o nimero de termos no documento d; e K € o numero de t6picos. Depois,
sdo calculados os vetores B; para cada palavra w; € W4, Em seguida, sdo estimados os vetores
B; associado a todas as palavras do vocabuldrio. E por fim, esses vetores sdo normalizados
para todos os tépicos. Essas operacdes tém complexidade na ordem do nimero de palavras do
vocabuldrio vezes o nimero de topicos, O(nK). Assim, a complexidade total do oPBG para as

propagagdes de um documento d; que chega no fluxo é O(Tny K +nK ).

O oLDA, como foi inicialmente descrito no trabalho de Dabid Blei (BLEI; NG; JORDAN,
2003), tem complexidade O(Tnde +nq,K ). Logo 0 oLDA ¢é mais répido do que o oPBG. Essa
diferenca estd na fase de propagacdo global realizado pelo oPBG, que normaliza cada tépico em
relacdo a todo o vocabuldrio de palavras. Entretanto, nas implementagdes do LDA esse processo
de normalizacdo também € realizado. A diferenca da descri¢do do LDA e das implementacdes
encontradas do algoritmo de inferéncia variacional estd nas simplificacdes matematicas utilizada

na descricdo. Logo o oPBG e o0 oLDA tem a mesma complexidade de tempo.

4.5 Consideracoes finais

Neste capitulo foi apresentado o oPBG, um algoritmo ndo supervisionado baseado na
propagacdo de rétulos e que utiliza a representacdo em grafos bipartidos para a extracao de
topicos em documentos em fluxo. A formulacdo do algoritmo é baseada na otimizacdo da

divergéncia entre vetores associados a vértices vizinhos. Para ajustar-se ao contexto dinamico,
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onde pequenos conjuntos de documentos chegam no fluxo, € utilizado o método de otimizagao

estocdéstica para estimar a dire¢do do gradiente que otimiza a fun¢do de divergéncia.

Os resultados obtidos indicam que o algoritmo oPBG encontra resultados melhores do
que o oLDA na tarefa de reducdo de dimensionalidade. Ja na tarefa de extracdo de topicos,
os valores de NPMI foram melhores do que o LDA em algumas bases. Porém, os topicos
encontrados apresentaram sobreposicdo, o que nao pode ser desejavel em algumas aplicagdes.
Pode ser interessante incorporar no algoritmo oPBG um procedimento que evite os topicos
sobrepostos, uma indicio de como isso pode ser realizado € simular o efeito da Dirichlet nos

vetores associados aos termos, como discutido na Se¢do 4.4.3.
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CAPITULO

CONCLUSAO

Neste capitulo sdo apresentadas as conclusdes decorrentes desta investigacao de doutorado.
Sdo também comentados os objetivos alcancados durante o trabalho, bem como suas con-

tribuicdes, limitacdes e trabalhos futuros.

O objetivo geral do trabalho consistiu no projeto e implementacdo de algoritmos de
aprendizado de maquinas em documentos textuais representados na forma de grafos bipartidos.
Os algoritmos propostos basearam-se na simples e intuitiva ideia de propagacao de rétulos, o
que contribuiu com a verificacao da hipdtese de que a representacdo via grafos permite a geragdo
de modelos de extracdo de topicos eficazes, eficientes e facil de se adaptarem para trabalhar em

outros dominios, como no caso de dados em fluxo.

As seguintes contribui¢des estido diretamente relacionadas ao objetivo e foram apresen-

tadas em capitulos especificos desta tese:

e uma descri¢do detalhada dos modelos probabilisticos de tépicos, apresentada no Capitulo
2
e um arcabouco para aprendizado baseado na propagacio em grafos bipartidos, apresentado

no Capitulo 3;

e um algoritmo para extragdo de tépicos online, apresentado no Capitulo 4.

5.1 Modelos Probabilisticos de Toépicos

A forma como pesquisadores de aprendizado de maquinas modelam textos e outros
objetos mudaram apds o surgimento dos modelos probabilisticos de tépicos. O arcabouco
fornecido pelo LDA serviu como ferramenta para o desenvolvimento de varios outros modelos.
Assim, o modelo base LDA foi investigado e detalhado a fim de entender o funcionamento

pratico dos algoritmos de inferéncia. O modelo foi descrito, e principalmente, as derivacdes
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foram feitas durante os estudos sobre os algoritmos de inferéncia. Esses estudos servirdo como
referéncia para estudos futuros, principalmente para novos alunos que por ventura queiram

explorar modelos probabilisticos de tépicos.

Também foi possivel fundamentar o arcabougo baseado em grafos bipartidos utilizando
os procedimentos de inferéncia aplicado no modelo LDA, em especial, o método de inferéncia
variacional. Além disso, foi realizado um estudo comparativo do método de inferéncia variacional
com o método de fatoracdo de matrizes ndo negativas (FALEIROS; LOPES, 2016).

Uma limitagdo foi na forma com que a descrigcdo do modelo LDA foi apresentada, na
qual se levou pouco em consideracdo a interpretagdo Bayesiana do modelo. Em uma descri¢ao
que enfatizam o LDA como um modelo Bayesiano completo, as distribuicdes priori deveriam
ser melhores descritas. A importancia da priori no modelo LDA é bem discutida no trabalho
(WALLACH; MIMNO; MCCALLUM, 2009). Também foi pouco explorado o LDA como uma

Rede Bayesiana, e como estender esse modelo a fim de se obter outros modelos.

5.2 Propagacao em grafos bipartidos

Nesta tese foi apresentado um método, chamado PBG, que explora a utilizacdo de grafos
bipartidos para a representacdo de documentos textuais. O algoritmo PBG ¢ um método simples,
e o procedimento realizado por esse algoritmo pode ser facilmente descrito como um processo
de propagacao de rétulos na estrutura do grafo bipartido. Considerando esse algoritmo como um

arcabouco, foi possivel incluir heuristicas para melhorar os resultados.

No caso ndo supervisionado, considerou-se os rétulos gerados aleatoriamente e, apds
varias propagacoes, encontram-se as K dimensoes latentes, que neste arcabougo sdo vetores
K-dimensionais atribuidos a cada vértice do grafo bipartido. Algumas simples modificagdes
foram feitas no PBG ndo supervisionado a fim de se obter melhores resultados, em destaque esta
o método de iniciacio baseado em agrupamento, que € basicamente um pré-processamento para
se obter valores iniciais melhores do que aqueles gerados aleatoriamente. Outra modificacio
tira vantagens da estrutura do grafo bipartido, que € a facilidade em dividi-lo em subgrafos.
Com isso foi possivel elaborar uma versao paralelizada do PBG. Os experimentos realizados
foram nas tarefas de extracao de topicos e reducdo de dimensionalidade. Os resultados obtidos
pelo PBG foram comparados com os resultados obtidos pelo NMF e LDA. Os experimentos
indicaram que o algoritmo PBG possui resultados semelhantes, e em algumas bases foi capaz
de ultrapassar o LDA no processo de extracao de topicos e reducao de dimensionalidade, tendo
resultados melhores quando se utilizou heuristica de agrupamento para iniciar os valores dos

vetores associados aos vértices.

No caso semissupervisionado, o algoritmo PBG foi modificado para considerar docu-
mentos com informagdes de classes. Essa alteracdo foi direta, uma vez que basta considerar os

rétulos reais dos documentos rotulados e os rétulos gerado aleatoriamente para os documentos
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nao rotulados. Os experimentos foram especificos para a tarefa de classificacdo transdutiva. Os
resultados indicaram que o PBG € competitivo, em comparacdo aos algoritmos estado da arte em
classificacdo transdutiva, e, quando poucos documentos rotulados sao considerados, ele é capaz
de encontrar melhores resultados (FALEIROS; ROSSI; LOPES, 2016).

Quanto as limitagdes do PBG, a principal € a de que ndo foi demonstrada a correta
convergéncia do algoritmo — apesar dos experimentos indicarem que o algoritmo converge. Outra
limitacdo estd na metodologia de avaliacdo dos topicos no caso ndo supervisionado. Apesar
da métrica NPMI ser usualmente aplicada para averiguar a qualidade dos tdpicos, ela depende
da base externa, que, no caso, foram os documentos da Wikipedia. Algumas bases podem
conter vocabuldrios bem especificos, o que ocasionam em baixo valor de NPMI pois os pares de
palavras ndo serdo frequentes na Wikipedia. Outro problema encontrado na medida NPMI € sua
incapacidade de medir a distincd@o entre os topicos. Com isso, pode-se encontrar alto valor de

NPMI para tépicos com palavras iguais ou redundantes (que cobrem um mesmo tema).

Como trabalhos futuros, um dos grandes desejos € incluir mais relagdes no grafo. Nesse
caso, deseja-se ndo se restringir a apenas um grafo bipartido representando dois tipos de objetos
e suas relacdes, mas sim um grafo heterogéneo com mais de dois tipos de objetos. Para isso, seria
necessdrio alterar as operacdes de propagacdo para considerar os vetores associados aos diversos
tipos de objetos. No contexto de mineracao de texto, um grafo heterogéneo poderia considerar
nao so vértices do tipo documento e termos, mas também, por exemplo, objetos representando
autores ou informacdes de tempo. Portanto, seria possivel encontrar as dimensdes latentes para as
vdrias relagdes entre diferentes objetos representados no grafo heterogéneo em um procedimento
que consideraria todas as relacdes entre esses objetos.

Outro trabalho futuro, e que tiraria vantagem da modelagem em grafos utilizada pelo
algoritmo PBG, é considerar relagdes documentos-documentos ou termos-termos. E facil modelar
essas relacdes no grafo. Para criar um algoritmo que tira vantagens dessas relacdes, o PBG
poderia ser utilizado como base para esse novo algoritmo. As operagdes de propagacdo poderiam
ser adaptadas de forma a considerar os vetores de pesos associados aos vértices vizinhos e
que, considerando essas novas relacoes, sdo do mesmo tipo. Isso € considerado uma forma de
“enriquecimento” do método, e que, baseando na intui¢do do processo de propagacgao, poderia

ser facilmente incorporando no algoritmo PBG.

5.3 Extracao de tépicos online utilizando redes bipartidas

O arcabougo desenvolvido nesta tese, o algoritmo PBG, foi estendido para considerar o
problema de extracado de tépicos em fluxo de documentos. A fundamentagdo da versao online
do PBG, o algoritmo oPBG, baseia-se na otimizacdo, via método de otimizacdo estocdstica, da
divergéncia entre vetores associados aos vértices do grafo bipartido. Na versdo estatica do PBG

sd0 necessdrias vdrias iteragdes sobre todo o conjunto de documentos, ja na versao online, o
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documento é percorrido apenas uma vez, e as estatisticas associadas aos vetores de palavras
sdo atualizadas de forma incremental. Com isso, tem-se um método eficiente que se adapta ao

contexto dinamico ou quando existem grandes quantidades de documentos.

Os resultados experimentais indicaram que o algoritmo oPBG encontra resultados satis-
fatorios, principalmente para a representabilidade dos documentos em uma tarefa de reducdo de
dimensionalidade. J4 os tépicos encontrados pelo oPBG obtiveram bons valores de NPMI em
comparagdo com os topicos obtidos pela versdo online do LDA. Porém, o oLDA, em comparacio
com o oPBG, manteve maior variabilidade dos temas entre os diversos topicos extraidos de uma

mesma base.

Quanto aos trabalhos futuros, eles estdo intimamente ligados aos grandes desafios da
area de mineracao em fluxo de dados. Entre esses desafios, destaca-se a capacidade de adaptar
ao surgimento de novos conceitos. O ideal para o contexto dindmico (em fluxo de dados) seria
um modelo em tempo real capaz de incorporar novas informagdes a medida que elas chegam no
fluxo, detectar alteracdes da distribui¢dao dos dados para adaptar o modelo e “esquecer” os dados
ja processados para economizar memoria. [sso estd fortemente relacionado a incorporagdo de
técnicas capazes de detectar alteracdes de conceitos (GAMA et al., 2014; GAMA et al., 2004).
Na aplicacdo em extragdo de topicos, por exemplo, um assunto (ou topico) pode surgir ou desa-
parecer abruptamente, periodicamente ou mesmo, surgir gradualmente. Portanto, tem-se como
trabalho futuro incorporar heuristicas de deteccao de alteracdes de conceitos no procedimento de

propagacdo do oPBG.

Outro trabalho futuro € realizar experimentos explorando a adicdo de novas palavras
que chegam no fluxo e comparar os resultados com a versao do LDA com vocabulério infinito
proposto por Zhai e Boyd-graber (2013). Para isso, se tiraria vantagem da formula¢ao em grafos
bipartidos que, de forma simples, permite a adi¢do de novos vértices. Utilizando o oPBG, ¢é
facil incluir uma heuristica para criar o vetor associado a nova palavra que chega no fluxo. Essa
heuristica poderia utilizar vetores de palavras ja conhecidas e proximas dessa nova palavra, ou
iniciar o vetor com valores aleatdrios, ou mesmo explorar heuristicas j4 aplicadas em fluxo de
dados para contagem de itens, como Count-Min Sketch (CORMODE; HADJIELEFTHERIOU,
2008) e Space Saving Algorithm (METWALLY; AGRAWAL; ABBADI, 2006). Esses métodos
poderiam ser utilizados junto ao PBG para estimar o nimero de palavras que chegaram no fluxo,

e manter apenas as mais frequentes.

Por fim, o arcabougo fornecido pelo PBG ¢€ rico em possibilidades de extensdes. Isso se
deve a simples abordagem descritiva fornecida pela modelagem em grafo, além de enderecar
problemas bésicos nos contextos semissupervisionado, ndo supervisionado estitico e nao super-

visionado dindmico com fluxo de dados.
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APENDICE

EXEMPLOS DE TOPICOS

As listas de topicos extraidos das colecdes Dmoz-Business e classic4 pelos algoritmos
online oLDA e oPBG, estdo ilustradas respectivamente nos quadros 3 e 4. Na base classic4
existem quatro categorias distintas relacionadas a artigos de sistemas aeronduticos, revistas
médicas, titulos e resumos de artigos da ACM (Association for Computing Machinery) e artigos
sobre recuperacdo de informagdo. Ja a base Dmoz-Business é composta por paginas web com 37

categorias relacionadas a negdcios e atividades comerciais.

Nos quadros 5, 6 e 7 estdo as listas de topicos dos respectivos conjuntos de documentos
20ng, Dmoz-Business e classic4. Esses topicos foram extraidos utilizando os algoritmos estaticos
descritos no Capitulo 3. Além dos tépicos formados por conjuntos de palavras que remetem a
um tema presente na colecdo, estdo os valores de NPMI para cada topico. Quanto maior o valor
de NPMI melhor € o topico.
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Quadro 3 — Lista de toépicos para K = 50 obtido pelos algoritmos online oPBG e oLDA no conjunto de dados
Dmoz-Business. Conjuntos de topicos escolhidos para as execucdes com melhores valores de acurécia

na representatividade dos documentos — veja Figura 16

lista de tépicos do algoritmo oLDA (K =50,k = 0.7, 7p =62 e b =32) lista de tépicos do algoritmo oPBG (K =50, k =0.5, 9 =1 e b =32)
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Quadro 4 — Lista de tépicos para K = 50 obtido pelos algoritmos online oPBG e oLDA no conjunto de dados
classic4. Conjuntos de topicos escolhidos para as execu¢des com melhores valores de acuracia na

Fonte: Dados da pesquisa.

representatividade dos documentos — veja Figura 17

lista de topicos do algoritmo oLDA (K =50, k=09, p=1eb=32)

lista de topicos do algoritmo oPBG (K =50,k =0.9, 1 =1eb=32)
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Quadro 5 — Listas com os 20 tépicos com maiores valores de NPMI para K = 50. Esses topicos foram obtidos pelos
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Quadro 6 — Listas com os 20 tépicos com maiores valores de NPMI para K = 50. Esses tépicos foram obtido pelos

algoritmos estaticos aplicados no conjunto de dados Dmoz-Business.
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profil data properti import rate sheet storag dairi refriger expert 0.05 | test institut qualiti standard requir measur certif inspect describ complianc 0.11
web network internet agenc assist report coach partner help interact 0.05 | amp account financi tax firm individu cpa audit prepar certifi 0.1
line canada stock publish fund investor farm invest net contain 0.05 | custom print label screen color card made graphic maker printer 0.1
engin rang wide compon specialti administr purchas color magnet mechan 0.04 | technic english specif fabric textil catalog applic fiber manufactur yarn 0.1
industri profession medic worldwid instal devic telecommun translat staf optic 0.04 | associ organ nation american member profit repres issu govern membership 0.1
oper f)harmaceul global limit advanc field clinic format nasdaq capit 0.04 | commerci area serv real estat a&)prals properti counti residenti citi 0.1
metal sell steel larg screen bui european aluminum roll anim . 0.04 | group insur health care plan independ benefit employe agent administr 0.09
organ area chemic energi transport protect trailer bag tube recoveri 0.04 | machin tool drill cut precis hand set user core hydraul 0.09
train safeti career employ mainten aid marin cours seminar magazin 0.04 | manag consult project client human plan strateg practic risk asset 0.09
custom plan order strateg requir car mail sampl creativ item usa environment recycl wast advanc plant type clean contain treatment 0.09
hlc+pbg Pbg-thread npmi
system applic data databas access file user pdf end voic plan prol]ecl invest bank newslett strateg partner financ capit 0.137]
research test analysi focus facil field clinic pharmaceut drug laboratori technolog solut corpor test agenc integr insur strategi benefit implement 0.11
invest stock report privat fund partner investor capit screen asset technic plastic recycl ga wast sheet fiber optic file plate 0.1
technic fabric manufactur specif textil steel fiber applic collect yarn retail pharmaceut health publish care american univers florida consum healthcar 0.08
high radio telecommun cargmobil cabl tech page wireless phone site fabric textil manufactur finish applic technic yarn english cotton 0.08
industri control automot instrument devic autom monitor measur automat valv account financi link tax cpa life audit prepar radio inventori 0.05
new articl cover newslett issu forum magazin author current review nation english assist german multi germani posit french spanish italian 0.05
process materi water metal recycl sell machineri wast pump wood profession educ promot resourc human govern membership canadian effect affili 0.05
video tphozogmphi imag instal film wed photograph audio music record develop search mainten aid mobil aerospac cpr hardwar structur weld 0.05
aircraft australia repair truck vehicl rental aviat inventori car trailer busi trade internet global worldwid cover larg countri peopl start 0.05
manag consult plan oper project client strateg assess risk survei market sale area directori report wholesal profit standard agent help 0.04
environment qualiti air speciz standard specialis document complianc environ iso full oper north specialist south telecommun nasdaq mortgag africa east 0.04
firm amp account fina individu audit prepar certifi custom support center emerg phone low furnitur call email concept 0.04
print chemic ‘)aper specialti coat label color paint sheet fine electron water commerc distribut enterpris advanc pump rental open tank 0.04
manufactur plastic compon mainten mold assembl precis militari acrospac composit system ?aper power util track convert item instal dairi pulp 0.04
equip suppli supplier distributor machin accessori dealer protect cut sport serv real estat video apprais properti counti tip natur valuat 0.04
develop custom solut softwar support gackag enterpris implement india host softwar environment store displai transport protect fixtur contain agricultur merchandis  0.03
base technolog internet integr comput long window thermal door platform manufactur machin electr institut china corp present focu precis vend 0.03
locat food canada histori restaur menu coffe british ontario bar commun stock analysi photographi time automot advic wed specialis photograph 0.03
product network health care pharmaceut consum life natur supplement feed advertis sell drill media dealer plant farm bui exchang voic 0.03

Fonte: Dados da pesquisa.
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algoritmos estaticos aplicados no conjunto de dados classic4.

svd+nmf npmi | Ida npmi
‘matrix invers eigenvalu symmetr real eigenvector element hilbert tridiagon spars 0.2 ventricular defect case Teft aortic patient cardiac heart septal pressur 0.22
polynomi root evalu symmetr zero orthogon legendr recurs coeffici jacobi 0.25 | patient cancer treatment therapi case excret diseas hepat breast result 0.22
cell marrow cultur tissu dna bone lymphocyt antigen lung viru . 0.24 | inform scienc research scientif studi commun social scientist work technolog 0.16
Eauenl case cancer diseas treatment children group therapi ventricular clinic 0.18 | hypothermia sodium diabet effect increas insipidu decreas perfus dog blood 0.16
uckl shell cylind load stress cylindr thin axial circular compress 0.18 | case patient speech pneumonia syndrom hydrocephalu lesion develop diseas normal  0.16
scienc scientif research social scientist studi commun literatur work technolog 0.16 | problem solut method equat numer linear point approxim solv obtain 0.16
librari book servic univers librarian public academ research school educ 0.15 | protein fraction len nickel weight rna crystallin acid solubl compon 0.16
layer boundari laminar turbul plate separ veloc wall transit friction 0.15 | case renal amyloidosi diseas lesion report present system amyloid kidnei 0.16
equat solut differenti linear numer approxim ordinari simultan exact obtain 0.14 | boundari layer flow heat temperatur laminar veloc solut transfer wall 0.15
growth hormon rat acid increas effect dai kidnei serum plasma 0.14 | function algorithm integr error differenti formula polynomi squar seri evalu 0.15
fortran subroutin charact input manipul compil format chain output cobol 0.13 | flow nozzl superson symmetr compressor dimension axial part veloc design 0.15
method calcul iter compar gauss applic point appli com[)arison requir 0.13 | inform system search data retriev base file user servic comput 0.15
symbol manipul algebra su%roulin string express formula notat techniqu charact 0.13 | algorithm matrix grammar pattern fit gener invers matric set permut 0.14
languag translat compil formal syntax semant grammar natur featur machin 0.12 | growth hormon rat effect antigen inject dai tissu activ serum 0.14
jet pressur number mach angl nozzl cone reynold measur ratio 0.12 | shock wave bodi flow ga air hﬁpcrson heat stagnat temperatur 0.14
matric test determin invers evalu tridiagon probabl tunnel set boolean 0.12 | arithmet list bit number point binari time float digit decim 0.14
flutter panel plate speed aerodynam edg flat mach high rectangular 0.12 | stage oxygen fluid mycoplasma pressur increas cerebr blood tension brain 0.13
arithmet preci 'omgil float point multipl express complex error binari 0.12 | cell dna cultur marrow strain kidnei infect lymphocyt studi labe! 0.13
flow bodi hyperson field superson past theori fluid viscou dimension 0.12 | wing lift theori bodi calcul aerodynam airfoil flow effect ratio 0.13
function gamma error bessel minim complex coulomb real argument distribut 0.11_| cell electron membran lung alveolar inclus surfac bodi line cytoplasm 0.12
pbg npmi | kmeans+pbg npmi
blood acid Tevel increas concentr oxygen glucos fatti plasma metabol .25 | patient case treatment cancer diseas therapi renal clinic drug excret 0.27
boundari layer flow laminar turbul vei)c surfac separ fluid dimension 0.21 | ventricular blood defect left pressur patient oxygen arteri aortic heart 0.22
flow ga air tube nozzl equilibrium pressur superson veloc static 0.19 | cell tissu antigen human cultur tumor marrow studi bone lung 0.21
al%onlhm matrix polynomi graph squar gener invers arithmet root find 0.18 | algorithm function complex graph find polynomi permut exponenti plot ration 0.18
cell human antigen cultur infect tumor fraction strain isol tissu 0.18 | boundari layer laminar separ turbul flow transit plate surfac effect 0.15
error flutter frequenc correct panel mode vibrat nois oscil damp 0.17 | flow fluid dimension veloc compress superson theori airfoil steadi past 0.15
wing jet lift ratio effect airfoi{)prcssur forc acrodynam drag 0.16 | research scienc social knowledg scientif book scientist studi work field 0.15
rowth hormon dai rat kidnei increas renal effect inject diabet 0.15 | problem integr formula solv formul finit differ satisfi involv treat 0.14
uckl load cylind shell plate thin circular stress pressur cylindr 0.15 | method determin calcul valu approxim paramet factor squar appli accuraci 0.14
ventricular defect left case side patient curv aortic cardiac heart 0.15 gmwth increas rat acid hormon effect protein dai kidnei concentr 0.13
program languag compil fortran statement algol instruct symbol manipul translat 0.14 na infect case isol hydrocephalu infant famili pneumonia phage hepat 0.13
cell stage marrow bone label lymphocyt irradi mark liver hepat 0.13 | program languag compil machin grammar translat context semant formal implement  0.12
comput machin input output displai gener aid graphic termin ibm 0.13 | system oper user design interact cost implement displai graphic environ 0.12
bodi flow angl blunt shape cone pressur hyperson nose theori 0.12 | inform servic current technic user research center scienc technolog scientif 0.12
patient treatment case therapi period primari cancer diseas year month 0.12 gener distribut statist frequenc correl random probabl mode nois engin 0.12
method techniqu applic appli calcul estim t%ener compar result comparison 0.11 Tee jet pressur ratio stream nozzl effect mix exhaust diamet 0.11
solut equat approxim case numer linear differenti ser1 obtain exact 0.11 | wing lift speed flutter edg effect ratio aerodynam lead forc 0.11
shock wave pressur free mach stream interact transit superson hyperson 0.11 | librari univers book librarian survei servic educ school public medic 0.11
index retriev document inform search term refer automat word relev 0.1 shock wave ga air equilibrium flow tube dissoci pressur high 0.11
scienc research scientif literatur field review year product scientist publish 0.1 heat temperatur transfer rate stagnat wall inject conduct thermal surfac 0.11
hlc+pbg npmi | Pbg-thread npmi
diseas patient renal hepat Tiver amyloidosi clinic Tesion syndrom develop 0.7 TeveT acid plasma concenir glucos Taiti increas blood Tiver serum 0.25
cell human cultur dna strain antigen tumor infect tissu mycoplasma 0.22 | human activ cell antigen tumor detect specif reaction tissu tumour 0.2
gatienl primari cancer therapi tumor treatment carcinoma drug surviv agent 0.21 | patient case diseas clinic therapi lesion treatment year diagnosi report 0.2
low boundari solut layer veloc fluid equat compress field plate 0.16 | inform scienc research commun scientif scientist social technolog studi technic 0.17
Erogram comput languag machin compil inﬁu( implement fortran process manipul 0.15 | method solut equat numer problem approxim linear obtain differenti appli 0.16
lood marrow cell bone oxygen label lymphocyt dog increas hypothermia 0.14 | boundari layer heat transfer temperatur laminar wall flow surfac plate 0.16
al%orithm effici gener graph random find bound minim number permut 0.14 | program languag compil machin fortran input algol grammar statement translat 0.15
inform research commun network scientif scientist process technic scienc technolog 0.14 | algorithm multipl find polynomi arithmet recurs precis permut elimin divis 0.15
cell electron lung membran inclus alveolar synthesi structur studi epitheli 0.13 | dna cell marrow label bone sensit synthesi nickel irradi phage 0.14
point equat integr numer variabl transform differenti seri formula comput 0.13 | shock wave ga air flow equilibrium tube temperatur dissoci hyperson 0.14
shock bodi flow wave hyperson pressur blunt cone nose shape 0.13 | cell lung electron studi membran alveolar inclus tissu type lymphocyt 0.14
cylind buckl shell load plate circular thin stabil pressur stress 0.13 | wing lift flutter aerodynam ratio speed panel forc calcul aircraft 0.13
method problem solut appli solv linear applic present gener illustr 0.12 | function order integr deriv express error formula valu calcul squar 0.13
level normal high degre higher lower low significantli patient excret 0.12 | pressur jet free ratio stream nozzl mix static exhaust superson 0.13
languag set structur concept defin rule definit algol formal grammar 0.12 | inform retriev search document relev question user kei answer request 0.13
rat acid increas kidnei dai anim fatti inject content liver 0.12 rowth hormon rat dai increas kidnei anim renal diabet respons 0.12
action effect increas plasma activ parathyroid phosphat diabet water sodium 0.11 Euckl stress load shell cylind thin compress theori circular stabil 0.11
number product matrix element multipl size probabl invers sequenc segment 0.11 | flow lead dimension edg superson theori distribut pressur veloc airfoil 0.11
apé)roxim object paramet complex valu squar polynomi curv fit root 0.11 | system design oper user interact cost implement develop share capabl 0.11
index retriev document search term inform word automat relev abstract 0.11 | bodi blunt angl cone pressur hyperson nose shape theori attack 0.1

Fonte: Dados da pesquisa.

Quadro 7 — Listas com os 20 tépicos com maiores valores de NPMI para K = 50. Esses topicos foram obtido pelos
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APENDICE

ANALISE DO PARAMETRO DO TPBG

Neste capitulo s@o descritos os ranques médios obtidos pela aplicacao do procedimento
de Friedman nos resultados do algoritmo semissupervisionado TPBG. O objetivo € analisar a

influéncia dos resultados na varia¢éo do pardmetro o € {0.5,0.05,0.005}.

Nessa andlise, cada resultado da execuc¢do do TPBG para um valor de o é comparado
com os resultados da execucao de todos os outros valores de . Os resultados sdo os valores de
acurdcia obtidos pela execu¢do do TPBG nos conjuntos de documentos descritos na Tabela 7. Os
resultados também variaram quanto ao nimero de documentos rotulados, onde foram conduzido

experimentos considerando 1, 10, 20, 30, 40 e 50 documentos rotulados.

Tabela 11 — Ranques médios obtidos pela aplicagdo do procedimento de Friedman sobre os resultados do TPBG
com diferentes nimero de documentos rotulados.
(a) 1 doc. rotulado por

(b) 10 docs. rotulados por  (c) 20 docs. rotulados por

classe classe classe
TPBG o | Ranque TPBG « | Ranque TPBG a | Ranque
0.5 1.875 0.5 2.1875 0.5 1.9375
0.05 1.75 0.05 1.625 0.05 1.75
0.005 2.375 0.005 2.1875 0.005 2.3125
(d) 30 docs. rotulados por (e) 40 docs. rotulados por (f) 50 docs. rotulados por
classe classe classe
TPBG o | Ranque TPBG o | Ranque TPBG o | Ranque
0.5 1.625 0.5 1.5625 0.5 1.5625
0.05 1.75 0.05 1.8125 0.05 1.8125
0.005 2.625 0.005 2.625 0.005 2.625

Fonte: Dados da pesquisa.

Na Tabela 11 estdo os ranques médios. Note que o parametro com o melhor ranque
é o = 0.05. Testes post hoc foram feitos para identificar quais dos pares de grupos diferem.

Com isso, foi possivel aceitar ou rejeitar a hipdtese nula (a de que nao hé diferenca estatistica
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significativa entre os grupos). O procedimento de Nemenyi’s rejeita aquelas hipdteses que tem
valor de p < 0.016667. Na Tabela 12 estdo os valores de p alcangados pelos testes post hoc
com nivel de confianca de 95%. Na Tabela 13 estdo os testes considerando todos os nimeros de

documentos rotulados. Portanto, com esses testes, percebe-se que nio foram obtidos diferenca
significativa entre os parametros & = 0.5 e & = 0.05.

Tabela 12 — Teste post hoc para teste de hipdtese nula do conjunto de valores do parametros o do algoritmo TPBG.

(a) 1 doc. rotulado por classe (b) 10 docs. rotulados por classe

i avs. o p i avs. o p
3 0.05vs. 0.005 0.0771 3 0.5 vs. 0.05 0.111612
2 0.5vs.0.005 0.157299 2 0.05vs.0.005 0.111612
1 0.5 vs. 0.05 0.723674 1 0.5vs.0.005 1

(c) 20 docs. rotulados por classe  (d) 30 docs. rotulados por classe

i avs. o P i avs. o p

3 0.05vs.0.005 0.111612 3 05vs.0.005 0.004678
2 0.5vs.0.005 0.288844 2 0.05vs.0.005 0.013328
1 0.5 vs. 0.05 0.595883 1 0.5 vs. 0.05 0.723674

(e) 40 docs. rotulados por classe  (f) 50 docs. rotulados por classe

i avs. o )4 i o vs. o p

3 0.5vs.0.005 0.002654 3 0.5vs.0.005 0.002654
2 0.05vs.0.005 0.021556 2 0.05vs.0.005 0.021556
1 0.5 vs. 0.05 0.4795 1 0.5 vs. 0.05 0.4795

Fonte: Dados da pesquisa.

Tabela 13 — Teste post hoc para teste de hipdtese nula do conjunto de valores do pardmetro o do algoritmo TPBG.
Nessa tabela é considerando todos os nimeros de documentos rotulados.

[ avs. o p

3 0.05vs.0.005 0.000001
2 0.5vs.0.005 0.000004
I 0.5vs.0.05 0.77283

Fonte: Dados da pesquisa.




