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Resumo

Com o desenvolvimento e barateamento dos equipamentos de aquisição de imagens,
principalmente na área médica, tem sido geradas muitas imagens, as quais devem ser
analisadas pelos especialistas. Esta tarefa pode ser muitas vezes cansativa e demorada,
levando a posśıveis erros no diagnóstico, pois a leitura das imagens depende da experiência
e do estado f́ısico e emocional do médico. Assim, sistemas de aux́ılio ao diagnóstico
por computador (Computer-aided diagnosis - CAD) têm se tornado grandes aliados no
processo de diagnóstico, realizando uma segunda leitura da imagem, servindo como uma
segunda opinião ao especialista. Por isso, é necessário o desenvolvimento de técnicas de
mineração de imagens para o aumento da precisão e da velocidade da análise das imagens.

Assim, o objetivo deste trabalho foi desenvolver métodos de representação de imagens
e de classificação associativa para aumentar a precisão da classificação de sistemas de
aux́ılio ao diagnóstico médico por imagens.

Para a representação de imagens foram desenvolvidas técnicas para reduzir a lacuna
que há entre a representação numérica das imagens e seu significado semântico, a qual
é chamada de ‘gap semântico’. Para isso, foi usada a teoria das redes complexas para
modelar as imagens em redes livres de escala, e os descritores das imagens foram compostos
pelas medidas topológicas extráıdas rede modelada. Os vetores de caracteŕısticas gerados
foram bem compactos, o que possibilitou também evitar o problema da ‘maldição da alta
dimensionalidade’.

Para a classificação, foi desenvolvido o classificador associativo SACMiner, por meio
do uso de regras de associação estat́ısticas, o qual evita a fase de discretização de
dados, lidando diretamente com dados cont́ınuos. Este foi um passo importante, já que
a discretização pode causar a perda de informações e gerar inconsistência na base de
dados. Além do SACMiner, foi desenvolvido o classificador MinSAR, o qual, além de
não demandar a fase de discretização, também evita que o usuário tenha que fornecer
parâmetros de entrada ao algoritmo responsável por gerar as regras. As técnicas até
aqui listadas foram aplicadas em um sistema de aux́ılio ao diagnóstico de mama e
comparadas com técnicas descritas na literatura, e os resultados mostram que as técnicas
aqui propostas sobrepujaram as atuais da literatura.

E por fim, foram sugeridas novas medidas para caracterizar imagens de pacientes com
epilepsia no lobo temporal mesial, por meio do uso de medidas de espessura cortical, as
quais melhoraram a precisão do sistema para este tipo de diagnóstico.
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Abstract

The complexity of medical images and the high volume of exams per radiologist in a
screening program can lead to a scenario prone to mistakes. Hence, it is important
to inforce double reading and effective analysis, but those are costly measures. The
computer-aided diagnosis (CAD) technology offers an alternative to double reading,
because it can provide a computer output as a ‘second opinion’ to assist radiologists in
interpreting images. Using this technology, the accuracy and consistency of radiological
diagnoses can be improved, and also the image reading time can be reduced. Therefore,
the need of classification and image representation methods and to speed-up and to assist
the radiologists in the image analysis task has been increased. These methods must be
more accurate and demand low computational cost, in order to provide a timely answer
to the physician.

The aim of this thesis was to developed image representation and associative classifiers
methods to improve the classification of computer-aided diagnosis systems.

Considering the image representation, in this work, we present some approaches to
reduce the gap between the numeric representation of the images and their semantic,
which is called ‘semantic gap’. For this, we used the complex network theory to produce
an image model based on scale-free networks. The image descriptors were composed of
topological measures of the modeled network. The feature vectors produced were quite
compact, which also allowed to avoid the problem called as ‘curse of dimensionality’.

Considering the classification task, we proposed the SACMiner classifier, which uses
statistical association rules in order to avoid the discretization step when working with
continuous attributes. It is important because the discretization step can disturb the
dataset and cause lost of information. We also proposed de MinSAR classifier, which
mines the rules not requiring a discretization step neither input thresholds, as most of
the other association rules methods do. These approaches were applied in a breast cancer
computer-aided diagnosis system.

And finally, we developed an automatic technique which can aid in distinguishing
between controls and patients with mesial temporal lobe epilepsy, based on cortical
thickness, and potentially identifying abnormalities in tissue integrity in cases where
atrophy cannot be visualized.
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diagnóstico de câncer de mama . . . . . . . . . . . . . . . . . . . . 73
5.3 Considerações finais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 77

6 Desenvolvimento de classificadores baseados em regras de associação
estat́ısticas 79
6.1 O classificador SACMiner . . . . . . . . . . . . . . . . . . . . . . . . . . . 80

6.1.1 Descrição do SACMiner . . . . . . . . . . . . . . . . . . . . . . . . 80
6.1.2 Experimentos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 84
6.1.3 Considerações sobre o SACMiner . . . . . . . . . . . . . . . . . . . 89

6.2 O classificador MinSAR . . . . . . . . . . . . . . . . . . . . . . . . . . . . 90
6.2.1 Descrição do MinSAR . . . . . . . . . . . . . . . . . . . . . . . . . 90
6.2.2 Experimentos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 92
6.2.3 Considerações sobre o MinSAR . . . . . . . . . . . . . . . . . . . . 94

6.3 Considerações finais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 95
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para o ângulo 135◦ e d = 1 . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

2.5 (a) Uma forma simples,(b) seu esqueleto e (c) pequeno distúrbio na borda
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tribuição da média dos graus de 10 redes aleatórias formadas por 10.000
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dos vértices seguindo a lei de potência. Figura adaptada de Barabasi &
Bonabeau (2003). . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 27

3.4 Exemplo de geração de uma rede livre de escala. Figura adaptada de
Barabasi & Bonabeau (2003). . . . . . . . . . . . . . . . . . . . . . . . . . 28

3.5 Representação de um contorno modelado como uma rede complexa (reti-
rado de (Backes et al., 2009) . . . . . . . . . . . . . . . . . . . . . . . . . . 31

4.1 Fases da mineração de imagens para a obtenção de conhecimento. . . . . . 34

xi



4.2 Distribuição Normal com média 0 e variância 1. . . . . . . . . . . . . . . . 43
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escala log. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 67
5.6 Imagem da classe 3. (a) Modelagem da rede complexa e (b) gráfico na
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Caṕıtulo

1
Introdução

1.1 Considerações iniciais

Com o aperfeiçoamento dos sistemas computacionais e dos equipamentos eletrônicos,

muitas áreas de pesquisa têm sido desenvolvidas, sendo a medicina uma das áreas que

mais tem sido beneficiada. Por causa deste avanço, foi posśıvel desenvolver equipamentos

modernos que geram imagens de alta resolução e precisão do corpo humano (Webb, 2012;

Shah & Parikh, 2012). Com isso, mais recentemente, os métodos de diagnóstico por

imagem, associados aos exames de análises cĺınicas, história cĺınica e exame f́ısico, têm

se tornado os pilares que a medicina utiliza para a prevenção, diagnóstico, planejamento

terapêutico e controle de tratamento dos pacientes (Muralidhar et al., 2011).

Além dos exames de imagens, outros tipos de exames, diagnósticos e procedimentos de

tratamento devem ser armazenados por no mı́nimo 20 anos, segundo leis vigentes em nosso

páıs (Medicina, 2007). Assim, há um grande volume de dados médicos armazenados, que

são uma valiosa fonte de conhecimento, o qual pode ser usado para o aux́ılio ao diagnóstico

médico e para o ensino da medicina. Entretanto, devido à complexidade da análise dos

dados que incluem imagens, os profissionais da área da saúde ainda não se beneficiam

de grande parte dessa fonte de conhecimento. Por exemplo, ainda não existe uma

técnica totalmente eficiente que recupere imagens de exames antigos com o mesmo tipo de

anomalia mostrado em uma imagem recém obtida. Uma outra situação é a classificação

correta de uma imagem recém obtida. Uma das principais causas para a ocorrência

destes fatos é o grande número de caracteŕısticas extráıdas das imagens que podem ser

usadas para sua busca ou classificação, mas são desconhecidas quais delas são as mais

1
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relevantes para cada tipo de aplicação. Além disso, o uso de muitas caracteŕısticas para

representar as imagens pode levar ao problema da “maldição da alta dimensionalidade”

(Allen et al., 2012; Lei et al., 2012), que degrada a precisão e o tempo de busca e também

a performance da classificação. Devido a tais desafios, as técnicas de recuperação de

imagens por conteúdo e sistemas de classificação têm sido muito pesquisados nos últimos

anos.

1.2 Motivação e definição do problema

A detecção de anomalias em imagens médicas por um radiologista é, em geral, um

procedimento demorado, que pode tender a erros e a algum grau de subjetividade devido

a várias razões, dentre as quais: a complexidade das imagens médicas; a existência de

estruturas complexas e de grande número de imagens normais; a grande variação na

aparência dos tecidos (mesmo os normais); a sutileza das anormalidades; a superposição

dos tecidos; a necessidade de minimizar o retorno desnecessário dos pacientes; o grande

volume de exames por radiologista em um programa de rastreio (Pires et al., 2006).

Por isso, é importante realizar a leitura das imagens e a análise por dois radiologistas,

processo este conhecido como dupla leitura (Muralidhar et al., 2011). Entretanto, este

processo aumenta os custos para a geração do diagnóstico. A tecnologia de diagnóstico

auxiliado por computador (Computer-aided diagnosis - CAD) oferece uma alternativa a

dupla leitura, pois pode fornecer uma sáıda no computador que atua como uma “segunda

opinião” para auxiliar radiologistas na interpretação das imagens (Azavedo et al., 2012;

Nishikawa et al., 2012). Segundo Shiraishi et al. (2011), os algoritmos que compõem

os sistemas CAD geralmente consistem em várias etapas, que incluem processamento de

imagens, análise de caracteŕısticas de imagens e classificação de dados, usando ferramentas

da área de inteligência artificial e aprendizado de máquina. Usando esta tecnologia, a

precisão e a consistência do diagnóstico radiológico podem ser melhorados, e também

o tempo de leitura da imagem é reduzido. Portanto, a necessidade de métodos de

representação de imagens e de métodos de classificação para acelerar e para auxiliar

os radiologistas na tarefa de análise de imagens tem aumentado. Estes métodos devem

fornecer um resultado de classificação mais preciso e demandar baixo custo computacional

para que forneçam um tempo de resposta aceitável ao médico.

Uma abordagem promissora para o desenvolvimento de sistemas CAD é a mineração

de imagens, que é uma área multidisciplinar que abrange técnicas de processamento de

imagens e técnicas de mineração de dados.

Dentre as técnicas de processamento de imagens, metodologias de extração de

caracteŕısticas analisam objetos que são representativos às várias classes de objetos.

Essas caracteŕısticas, se escolhidas cuidadosamente, representam o máximo de informação

relevante que a imagem tem a oferecer para uma caracterização completa de uma lesão
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(Mohanty et al., 2012). As caracteŕısticas extráıdas são usadas como entrada aos

classificadores que as relacionam à classe que elas representam.

Geralmente, os extratores de caracteŕısticas são baseados nas caracteŕısticas de cor,

textura e forma das imagens. Valores numéricos são extráıdos das imagens e são

armazenados em um vetor, o qual passa a ser a representação da imagem correspondente.

Considerando então a geração desses vetores de caracteŕısticas, podemos ressaltar dois

desafios desta área:

• A redução do gap semântico que existe entre a representação numérica das

imagens, por meio das caracteŕısticas de baixo ńıvel, e a representação visual de

acordo com a compreensão humana (Akgül et al., 2011).

• O problema da maldição da alta dimensionalidade dos dados, proveniente da

grande quantidade de valores numéricos gerados pelos extratores de caracteŕısticas

da literatura para representar as imagens. A alta dimensionalidade dos dados

degrada a precisão e o tempo de busca e também a performance da classificação

(Allen et al., 2012; Lei et al., 2012).

É importante ressaltar que uma importante caracteŕıstica de imagens médicas pode

ser inclúıda na representação das imagens: o conhecimento sobre as caracteŕısticas gerais

e sobre o local esperado das estruturas a serem analisadas (Rebelo et al., 2007).

Já a mineração de dados refere-se a extrair ou “minerar” conhecimento de um grande

volume de dados (Kantardzic, 2011; Han & Kamber, 2006). Esta área de pesquisa surgiu

do esforço conjunto de pesquisadores de diversas áreas, dentre elas, banco de dados,

inteligência artificial, estat́ıstica, aprendizado de máquina e visualização, e pode ser vista

como um resultado de uma evolução natural da tecnologia da informação (Kantardzic,

2011). Considerando imagens, é importante ressaltar que a mineração deste tipo de

dado é uma tarefa muito importante para a área médica, já que a mineração de imagens

pode automaticamente descobrir informações e padrões impĺıcitos das imagens envolvidas,

comparando um grande número de caracteŕısticas. Dessa forma, essa tarefa rapidamente

ganha a atenção da comunidade em mineração de dados.

Uma abordagem que tem se mostrado muito apropriada para o desenvolvimento de

sistemas CAD é a mineração de classificação associativa. Esta abordagem usa técnicas de

descobrimento de regras de associação para construir sistemas de classificação. No domı́nio

da imagem, geralmente as imagens são submetidas a algoritmos de processamento para

produzir um vetor de caracteŕısticas (geralmente com valores cont́ınuos) que as represente.

Os vetores de caracteŕısticas são introduzidos aos algoritmos de mineração de regras de

associação para revelar suas dependências intra e inter-classe. Estas regras são então

empregadas na classificação. Em geral, as abordagens baseadas em regras de associação

alcançam altos valores de precisão quando comparados a outros métodos de classificação

(Shooshtari et al., 2012; Rodda & Mogalla, 2011; Dua et al., 2009). Outra vantagem dos
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classificadores associativos é que por seu modelo de aprendizado ser baseado em regras,

permite um fácil entendimento e interpretação do conhecimento obtido (Rodda & Mogalla,

2011). Esse fato é importante, já que o modelo de aprendizado precisa ser fornecido para

o especialista validar o padrão minerado.

Entretanto, classificadores associativos desenvolvidos para a área de mineração de

dados apresentam alguns desafios quando aplicados no domı́nio das imagens. Dentre eles,

podemos citar:

• Algoritmos tradicionais de regras de associação adotam um método iterativo para

descobrir um conjunto de itens frequentes (um conjunto de valores de

atributos disjuntos contidos em um objeto de treinamento), o qual requer muitos

cálculos e um processo de transação complicado (Deshpande, 2011).

• No domı́nio de imagens, a representação das imagens geralmente ocorre na forma

de valores cont́ınuos. A maioria das abordagens tradicionais de regras de associação

que usam valores cont́ınuos requer a discretização dos dados antes de aplicar a

mineração de regras de associação. Entretanto, o processo de discretização pode

causar perda de informação durante o processo de mineração e gerar inconsistências

nos dados (Lustgarten et al., 2011).

• Outro desafio de classificadores associativos é o grande número de regras

geradas, o que dificulta o entendimento do conhecimento obtido e pode gerar

ambiguidades (Christopher, 2011).

• O framework clássico de classificadores associativos requer que o usuário decida

quais regras são significantes pela especificação de limiares. Este fator muitas

vezes demanda um conhecimento espećıfico da informação que está sendo avaliada;

caso contrário, a escolha de tais limiares é geralmente arbitrária e pode levar a um

grande número de descobertas espúrias que podem enfraquecer o sucesso da análise

subsequente (Kirsch et al., 2012).

1.3 Objetivos

O objetivo deste trabalho foi definir, modelar e desenvolver técnicas e métodos de

representação de imagens e de classificação associativa para aumentar a precisão da

classificação de sistemas de diagnóstico médico por imagens auxiliado por computador.

Neste propósito, como objetivos espećıficos, esta tese buscou:

• Desenvolver métodos de extração de caracteŕısticas de imagens baseados em redes

complexas para diminuir o gap semântico existente entre a representação das

caracteŕısticas de baixo ńıvel das imagens e sua interpretação humana;
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• Lidar com o problema da “maldição da alta dimensionalidade”, que degrada as

estruturas de ı́ndice e diminui o poder de discriminação das caracteŕısticas extráıdas

das imagens;

• Analisar caracteŕısticas de alto ńıvel e encontrar relações entre elas automaticamente

por meio de técnicas de mineração de dados para o aux́ılio ao diagnóstico médico

por imagens;

• Usar regras de associação estat́ıstica para desenvolver classificadores associativos a

fim de (i) reduzir o custo da fase de geração de itens frequentes, (ii) minimizar a

perda de informações e inconsistências nos dados geradas pela fase de discretização

dos atributos, (iii) diminuir o número de regras geradas para a construção do modelo

de classificação, e (iv) diminuir a redundância e a ambiguidade das regras geradas;

• Desenvolver um classificador associativo que requeira poucos parâmetros de entrada

do usuário para o algoritmo gerador das regras;

• Aplicar técnicas e métodos de extração de caracteŕısticas e de classificação em

sistemas de aux́ılio ao diagnóstico médico por imagens;

• Aumentar a precisão da classificação, que servirá como segunda opinião ao especia-

lista médico.

1.4 Principais contribuições

O trabalho desenvolvido e apresentado nesta tese traz contribuições para a área de

sistemas de aux́ılio ao diagnóstico e mineração de imagens. As principais contribuições

envolvem o desenvolvimento de métodos e técnicas de extração de caracteŕısticas de

imagens e de classificadores associativos e também o desenvolvimento de um framework

de sistema de aux́ılio ao diagnóstico. Assim, nesta seção é apresentado o resumo das

principais contribuições, que estão listadas a seguir e detalhadas no Caṕıtulo 8:

• Redução do gap semântico existente entre a representação numérica das imagens

e sua interpretação humana por meio do desenvolvimento de extratores de carac-

teŕısticas baseados em redes complexas, os quais geram vetores com poucos atributos

e alto poder de discriminação de imagens.

• Desenvolvimento de dois novos classificadores associativos - SACMiner e MinSAR

- os quais evitam a fase de discretização de dados, geram regras simples e diretas e

não requerem a geração de itens candidatos. Além dessas caracteŕısticas, o MinSAR

não requer que o usuário forneça parâmetros de entrada ao algoritmo de geração de

regras. Essas caracteŕısticas possibilitaram um aumento na precisão da classificação

de imagens.
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• Desenvolvimento de um framework de sistema de aux́ılio ao diagnóstico de câncer

de mama usando os classificadores SACMiner e MinSAR, o qual possui a vantagem

de apresentar o conhecimento obtido, tornando o sistema mais confiável para ser

utilizado pelo especialista.

• Redução do gap semântico e minimização do problema da alta dimensionalidade de

dados em um sistema de aux́ılio ao diagnóstico de epilepsia no lobo temporal mesial

(ELTM), por meio de aplicação de algoritmos de classificação e de seleção de atri-

butos, analisando as relações entre as medidas de espessura de estruturas corticais,

gerando uma sugestão de diagnóstico mais precisa e relevante ao especialista.

1.5 Organização do trabalho

Este trabalho está organizado em oito caṕıtulos, sendo que os caṕıtulos 2 a 4 trazem

os conceitos relacionados a este trabalho, e os caṕıtulos 5 a 7 apresentam os trabalhos

desenvolvidos. Estes caṕıtulos estão organizados da seguinte maneira.

Caṕıtulo 2 - Processamento e caracterização de imagens. Este caṕıtulo traz

alguns conceitos de processamento de imagens relacionados ao trabalho desenvolvido,

como os métodos de segmentação usados na literatura e métodos de extração de

caracteŕısticas baseados na cor, textura e forma das imagens.

Caṕıtulo 3 - Redes Complexas. Neste caṕıtulo é realizada uma pequena

introdução à teoria das redes complexas. Nele são apresentados os modelos de redes que

propulsionaram o desenvolvimento desta área de pesquisa e também são apresentados

trabalhos que usam redes complexas aplicadas à modelagem de imagens.

Caṕıtulo 4 - Mineração de imagens. Este caṕıtulo aborda os conceitos de

mineração de imagens e de dados, focando principalmente nas regras de associação

estat́ısticas e nos classificadores associativos, que foram usados no desenvolvimento deste

trabalho.

Caṕıtulo 5 - Desenvolvimento de extratores de caracteŕıstica de forma

usando redes complexas. Este caṕıtulo apresenta um novo extrator de caracteŕısticas

que modela a forma de uma imagem em uma rede complexa livre de escala, a partir

do contorno e do esqueleto da imagem, e extrai medidas topológicas da rede modelada

para compor o vetor de caracteŕısticas. São descritos estudos de caso com diversos tipos

de imagens para a validação do modelo de rede criada e para a verificação do poder de

discriminação das imagens dos descritores propostos. Os descritores também são usados

para caracterizar imagens de exames de mamografia para o aux́ılio ao diagnóstico de

câncer de mama.

Caṕıtulo 6 - Desenvolvimento de classificadores baseados em regras de

associação estat́ıstica. Este caṕıtulo apresenta os dois novos classificadores associativos
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desenvolvidos neste trabalho: o SACMiner e o MinSAR. Também é apresentado um

framework de um sistema de aux́ılio ao diagnóstico de câncer de mama para avaliar o

poder de classificação destes métodos.

Caṕıtulo 7 - Detecção automática de epilepsia no lobo temporal. Este

caṕıtulo traz uma aplicação de métodos tradicionais da literatura para o desenvolvimento

de um framework para detecção de epilepsia no lobo temporal mesial (ELTM) e apresenta

o uso de medidas de espessura de estruturas corticais do cérebro para a representação das

imagens. São apresentados experimentos sobre a análise dessas medidas usando algoritmos

de seleção de atributos e classificadores bem difundidos na literatura.

Caṕıtulo 8 - Conclusão. Este caṕıtulo apresenta as conclusões e as principais

contribuições do trabalho desenvolvido, e sugere trabalhos futuros.
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Caṕıtulo

2
Processamento e caracterização de

imagens

Um sistema de apoio ao diagnóstico (Computer-Aided Diagnosis, CAD) permite que o

médico use o resultado de análises quantitativas de imagens e textos de laudos para

decidir sobre o diagnóstico de um exame (Jiang et al., 2001). A primeira etapa na análise

de uma imagem médica é a extração de suas caracteŕısticas e segmentação. A seleção e

extração das caracteŕısticas das imagens são os passos mais cŕıticos para a identificação

de objetos na imagem. O principal problema é como identificar um conjunto reduzido de

caracteŕısticas que descrevam a imagem com precisão suficiente para sua identificação e

para a extração de padrões desta.

A segmentação da imagem é considerada uma etapa fundamental na interpretação

e representação da imagem, pois ela permite a extração de caracteŕısticas de regiões de

interesse da imagem, ao contrário dos métodos que buscam uma representação global e

direta da mesma, que é inadequada para a maior parte dos domı́nios.

Neste caṕıtulo é feita uma breve revisão dos métodos de segmentação e de extratores

de caracteŕısticas de imagens necessários para a compreensão e para o desenvolvimento

deste trabalho.

9
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2.1 Segmentação de imagens

2.1.1 Contextualização e desafios

Segmentação de imagens é um dos problemas mais interessantes e desafiadores em

visão computacional em geral e, especificamente, em aplicações de imagens médicas. A

segmentação de imagens médicas é de considerável importância, pois permite adquirir

informação não-invasiva sobre estruturas do corpo humano que ajuda os radiologistas

a visualizar e estudar a anatomia das estruturas (Pu et al., 2011), simular processos

biológicos (Johnson, 2012; Prastawa et al., 2009), localizar patologias (Gao et al., 2012),

trilhar o progresso das doenças (Ye et al., 2009; Roy et al., 2011) e avaliar a necessidade de

radioterapia ou cirurgias (Pasquier et al., 2010; Lu, 2012). Por estas razões, a segmentação

é uma parte essencial de qualquer sistema de diagnóstico auxiliado por computador

(Computer-aided diagnosis system - CAD), e a funcionalidade do sistema depende muito

da precisão da segmentação. Entretanto, para que seja realizada uma segmentação

precisa de imagens médicas, vários desafios devem ser superados. Primeiramente, muitas

estruturas anatômicas de imagens médicas são não-homogêneas com respeito à repetição

espacial da intensidade individual de pixel/voxel ou suas co-ocorrências agrupadas. Dois

exemplos t́ıpicos são mostrados na Figura 2.1: ambos, pulmões e rins são dif́ıceis de

separar por causa da similaridade dos vasos dos pulmões e aparência visual dos tecidos

do tórax, assim como a sobreposição do rim com a aparência do fundo, respectivamente.

Imagens médicas com baixo contraste apresentam desafios adicionais: por exemplo,

as bordas de objetos em imagens t́ıpicas de MRI de rim e card́ıaca na Figura 2.1 são

dif́ıceis de serem determinadas, inclusive manualmente. A segmentação se torna até mais

complexa com oclusões ou desvios de sinal e rúıdo causados por diferentes modalidades

de formação de imagens e processos de captura de imagem. Alguns exemplos de MRI e

fotos digitais de objetos naturais são mostrados na Figura 2.1.

Para superar estes desafios, muitas técnicas de segmentação têm sido desenvolvidas já

há algum tempo e divulgadas na literatura. Geralmente, nenhuma técnica de segmentação

é adequada para todas as aplicações, e várias abordagens de diferentes precisões, rapidez

e grau de complexidade têm sido exploradas para cada problema CAD na prática. Sua

caracterização está baseada em finalidades e aspectos espećıficos do processamento do

dado envolvido. Em particular, técnicas baseadas em contorno, região e pixel/voxel visam

encontrar fronteiras do objeto em estudo, formando regiões conectadas ocupadas por estes

objetos, ou realizando apenas classificação inteligente de pixel/voxel, respectivamente.

Um exemplo bastante comum de técnicas baseadas em região ou pixel, por meio de

contornos, são os modelos deformáveis (fronteiras), isto é, curvas fechadas 2-D ou

superf́ıcies 3-D envolvendo o contorno do objeto procurado, ou força interna à superf́ıcie
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Figura 2.1: Desafios em segmentação: imagens não-homogêneas, baixo contraste, e
oclusões (Figura adaptada de (Elnakib et al., 2011))

refletindo o modelo corrente da forma, e/ou força externa, dependendo da homogeneidade

do sinal dentro e fora do modelo.

Com relação à interferência do usuário, a segmentação pode ser interativa ou iniciada

pelo usuário, ou totalmente automatizada. Muitos problemas de segmentação são

determinados em termos de custo espećıfico ou funções de energia dependendo da

homogeneidade das regiões de interesse, e suas soluções são encontradas minimizando

estes custos ou funções de energia sobre todos os conjuntos de todos os posśıveis mapas

de regiões ou seu subconjunto provável. Considerando as funções de energia, estas funções

geralmente são multimodais no espaço de busca, e métodos exatos ou de otimização global

aproximada tais como corte de grafos interativo, “propagação de crenças”, programação

dinâmica, ou algoritmos genéticos são usados para executar a melhor segmentação.

Em contraste com a segmentação não supervisionada, as técnicas supervisionadas

envolvem um conjunto de treinamento adicional (imagens com mapas de regiões obtidos

manualmente) para adaptar tipos particulares de objetos e imagens. Segmentação baseada

em atlas simplifica a adaptação devido ao uso de um ou mais mapas anatômicos médicos

padrões, ou atlas de seções do corpo humano, onde cada ponto do mapa é legendado com

a classe do objeto correspondente. A técnica mais simples baseada em atlas alinha uma

imagem a um mapa anatômico relevante para associar os labels dos objetos com a imagem

(Jia et al., 2012).
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2.1.2 Classificação dos métodos de segmentação de imagens

Segundo Gonzalez & Woods (2008), os métodos para segmentação de imagens são

classificados em três categorias básicas: limiarização (thresholding), segmentação baseada

em bordas e segmentação baseada em regiões.

Limiarização

A limiarização define um valor de ńıvel de cinza T e, para pixels com valores menores que

T, atribui-se valor 0 (valor de intensidade mı́nima) e, para valores maiores que T, atribui-se

valor 1 (valor de intensidade máxima). Assim, as principais vantagens da limiarização são

sua simplicidade e baixo custo computacional (Huang et al., 2012). O principal problema

desta técnica é definir o valor do limiar T, sendo a técnica que mais tem sido usada é a

segmentação de Otsu (Otsu, 1979; Huang et al., 2012).

Na técnica de Otsu, considerando uma imagem em ńıveis de cinza, primeiramente o

histograma normalizado da imagem é considerado como uma função discreta de densidade

de probabilidade (Dougherty, 2009):

pr(rq) =
nq
n
, q = 01, 2, 3..., L− 1 (2.1)

onde n é o número total de pixels na imagem, nq é o número de pixels que tem ńıvel

de cinza igual a rq, e L é a quantidade posśıvel de ńıveis de cinza da imagem. Imagine

que um limiar k é escolhido de forma que o conjunto C0 contém todos os pixels com

ńıveis de cinza menores que k e C1 contém todos os maiores, i.e., C0 = 0, 1, ..., k − 1 e

C1 = k, k + 1, ...L − 1. O método de Otsu escolhe o valor de limiar k que maximiza a

variância entre classes (G2
B), definida como (Gonzalez & Woods, 2008):

G2
B = w0(µ0 − µr)2 + ω1(µ1 − µr)2 (2.2)

onde

ω0 =
k−1∑
q=0

pq(rq) (2.3)

ω1 =
L−1∑
q=k

pq(rq) (2.4)

µ0 =
k−1∑
q=0

qpq(rq)/ω0 (2.5)

µ1 =
L−1∑
q=k

qpq(rq)/ω1 (2.6)

µT =
L−1∑
q=0

qpq(rq). (2.7)

O método de segmentação de Otsu usa a maximização da variância interclasse, que

equivale à minimização da variância intraclasse, sendo, no entanto, mais facilmente

calculada. A maximização da variância intraclasse consiste em dividir em duas classes C1

e C2 e obter a melhor separação entre elas, o que significa a obtenção da maior diferença

de contraste entre as classes. Procura-se de uma parte distanciar uma classe da outra,
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ou seja, maximizar a variância interclasse, e de outra parte agrupar cada classe em torno

de seu centro, ou seja, minimizar a variância intraclasse. Um exemplo da aplicação da

técnica de Otsu é apresentada na Figura 2.2.

(a)

Limiar 49, encontrado,
pelo método de Otsu

(b) (c)

Figura 2.2: Exemplo da aplicação do método de Otsu. (a) Imagem original em ńıveis de
cinza, (b) histograma da imagem original e limiar encontrado pelo método
de Otsu, (c) imagem segmentada.

Segmentação baseada em bordas

A segmentação baseada em bordas envolve localizar na imagem a ser segmentada,

regiões onde ocorre uma variação abrupta dos ńıveis de cinza. Essas regiões podem ocorrer

na forma de pontos, linhas e segmentos e, a partir delas, são constrúıdos contornos dos

objetos presentes na imagem. Algoritmos de enlace são então utilizados para conectar os

fragmentos evidenciados para gerar contornos que estejam associados a objetos presentes

na imagem. A detecção de descontinuidades é feita por meio de operadores de derivação

local. O conceito de gradiente é usado para a diferenciação de imagens, do qual o vetor

gradiente aponta para a direção de mudança mais rápida na posição (x, y) da imagem. A

derivação pode ser implementada de diferentes formas, e, os operadores mais conhecidos

são o operador de Sobel, Prewitt, Canny e Laplaciano. O que é feito na prática, é a

convolução destes operadores, que são representados como uma máscara, com a imagem

a ser segmentada (Gonzalez & Woods, 2008).

Segmentação baseada em regiões

Por fim, a segmentação baseada em regiões leva em consideração a similaridade

das propriedades dos pixels. O crescimento de região por agregação de pixel realiza

o agrupamento de pixels ou grupo de pixels em regiões maiores. Os pixels a serem

agrupados devem ter propriedades similares, como ńıvel de cinza, textura, entre outros.

Primeiramente, inicia-se o algoritmo com um conjunto de “sementes” em torno do qual

as regiões crescem. Os passos desta técnica são: (a) a seleção das sementes, que depende

da aplicação do problema; (b) a seleção das propriedades que estabelecem os critérios de
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similaridade, que depende do tipo de dados dispońıveis; (c) a utilização de conectividade

e adjacência; e (d) a formulação de uma regra de parada, como a utilização de critérios de

tamanho, semelhança entre um pixel candidato e os pixels da região, e formato de uma

dada região.

Um modelo robusto, automático e eficaz para análise de textura, e que tem sido

utilizado em técnicas de segmentação de imagens por regiões, são os Campos Aleatórios de

Markov (Markov Random Fields) (Gerhardinger, 2006). Um método com esta abordagem

que se destaca é o EM/MPM (Comer & Delp, 2000), um algoritmo iterativo que combina

a técnica EM (Expectation and Maximization) para realizar uma estimação de parâmetros

por máxima verossimilhança com a MPM (Maximizer of the Posterior Marginals), utili-

zada para segmentação pela minimização do número de pixels erroneamente classificados.

Ou seja, o algoritmo EM é usado para ajustar um Modelo de Mistura Gaussiana no

histograma da imagem com um classificador baseado nos Campos Aleatórios de Markov

que, essencialmente, incorpora o conceito de coerência espacial entre os pixels. Uma

extensão desta técnica foi proposta por Balan (2007), a qual faz com que o valor do

parâmetro de interação espacial do modelo de Markov aumente gradativamente durante

a segmentação de uma imagem. A Figura 2.3 apresenta um exemplo do resultado da

segmentação obtida de uma imagem em cinco classes (incluindo o background), usando

o método proposto por Balan. As regiões de textura obtidas também são mostradas

separadamente para uma melhor visualização.

2.2 Extração de caracteŕısticas

Uma questão importante em sistemas de reconhecimento de padrões é a extração

de caracteŕısticas apropriadas que caracterizem eficientemente padrões diferentes. A

extração de caracteŕısticas é um passo importante na detecção e classificação de padrões

(Akilandeswari et al., 2012).

Os objetos são representados como uma coleção de pixels em uma imagem. Por isso,

para fins de reconhecimento e categorização, é preciso descrever as propriedades dos grupos

de pixels. A descrição é geralmente um conjunto de números - o descritor do objeto, ou

assinatura, o qual também é chamado de vetor de caracteŕısticas. A partir destes números,

é posśıvel comparar e reconhecer objetos simplesmente fazendo a correspondência dos

descritores dos objetos em uma imagem com os descritores de objetos conhecidos. Os

descritores devem ter quatro propriedades importantes. Primeiro, devem definir um

conjunto completo, i.e., dois objetos devem ter os mesmos descritores se e somente se

eles têm a mesma forma. Segundo, eles devem ser congruentes. Dessa maneira, é posśıvel

reconhecer objetos semelhantes quando possúırem descritores semelhantes. Terceiro, é

conveniente que eles tenham propriedades invariantes à rotação, escala e translação. E

por fim, os descritores devem ser um conjunto compacto. Ou seja, um descritor deve
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(a) (b) (c)

(d) (e) (f)

Figura 5.1: Exemplo de segmentação realizada pelo método EM/MPM. (a) imagem original;
(b) imagem segmentada com L = 5; (c) região de classe 1 (fluido cérebro-espinhal); (d) região
de classe 2 (massa cinzenta); (e) região de classe 3 (massa branca); (f) região de classe 4
(dura, medula óssea, gordura).

Ao invés de analisar separadamente cada componente conexo, consideramos que todos os

pixels da mesma classe formam uma única região composta, de onde um número NC fixo de

caracteŕısticas são extráıdas. Na nossa abordagem, todas as imagens da base são segmenta-

das com o mesmo parâmetro L de número de classes para que ao final da segmentação todas

as imagens tenham o mesmo número L de regiões compostas. Assim, o tamanho do vetor

de caracteŕısticas das imagens é fixo e determinado por L×NC. Algumas imagens de res-

sonância magnética, entretanto, podem apresentam um ńıvel de contraste muito baixo entre

os diferentes tecidos e, neste caso, o método de segmentação pode retornar uma classificação

dos pixels com menos de L classes. Isto pode acontecer, por exemplo, devido à presença de

fortes gradientes de brilho na imagem ou em imagens de densidade de prótons. O sistema

que propomos não considera a utilização dessas imagens. Uma imagem segmentada apre-

sentando menos que L classes deve ser automaticamente descartada da base. Na próxima

seção o vetor de caracteŕısticas proposto é apresentado em detalhes.

Extração de caracteŕısticas

As caracteŕısticas consideradas para representar cada região composta da imagem segmen-

tada são simples e demandam um esforço computacional mı́nimo para serem calculadas. O

vetor de caracteŕısticas composto representa um panorama da distribuição das regiões com

Figura 2.3: Exemplo de segmentação realizada pelo método EM/MPM adaptado. (a)
imagem original; (b) imagem segmentada com L = 5; (c) região de classe 1
(fluido cérebro-espinhal); (d) região de classe 2 (massa cinzenta); (e) região
de classe 3 (massa branca); (f) região de classe 4 (dura, medula óssea,
gordura) (Retirado de (Balan, 2007))

representar a essência de um objeto de maneira eficiente, contendo apenas informação

sobre o que torna o objeto único, ou diferente dos outros objetos. A quantidade de

informação usada para descrever esta categorização deve ser menos que a informação

necessária para ter uma descrição completa do próprio objeto. Infelizmente não existe

um conjunto completo e compacto de descritores para categorizar objetos de maneira

genérica. Por isso, os melhores resultados são alcançados selecionando cuidadosamente as

propriedades. Assim, o processo de reconhecimento está fortemente relacionado a cada

aplicação particular com um tipo de objeto particular (Nixon & Aguado, 2008).

Devido a esta particularidade, uma grande variedade de métodos de extração de

caracteŕısticas têm sido desenvolvidos nas últimas décadas. Neste caṕıtulo, o conteúdo

visual de uma imagem é analisado em termos de caracteŕısticas de baixo-ńıvel, incluindo

cor, textura e forma.

2.2.1 Caracteŕısticas de cor

As caracteŕısticas de cor são as caracteŕısticas visuais mais usadas em recuperação de

imagens por serem geralmente simples de serem extráıdas quando comparadas com a

informação de textura e forma. A caracteŕıstica de cor é relativamente robusta quanto
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ao embaraço do fundo da imagem e independe do tamanho ou da orientação da imagem

(Singh & Hemachandran, 2012).

Uma das técnicas mais comuns usadas para representar uma imagem quanto ao

ńıvel de cinza (cor) é o histograma tradicional. O histograma fornece a frequência

de ocorrências de um histograma de cor espećıfico obtido diretamente dos pixels da

imagem. Sua popularidade em sistemas de imagens é principalmente devido à sua distinta

propriedade de custo linear, assim como de ser invariante a rotação, translação e escala,

para histogramas normalizados. Esta técnica pode ser usada como um primeiro passo,

de baixo custo, antes de aplicar um extrator de caracteŕısticas com custo maior (Traina

et al., 2011).

Entretanto, algumas das desvantagens dos histogramas tradicionais são que não

indicam a localização espacial dos pixels na imagem e imagens diferentes podem ser

representadas por um mesmo histograma. Além do problema da ambiguidade, o

histograma também apresenta alta dimensionalidade, geralmente com valores indo de 100

a mais de 4.000 ńıveis de cinza para cada imagem de raio-X, em unidades de Hounsfield

em tomografia computadorizada, por exemplo. Isso porque um histograma com 100 cores

distintas representa uma imagem como um ponto em um espaço com dimensionalidade

100. A maioria das estruturas de indexação de base de dados espaciais sofre com a

“maldição da alta dimensionalidade” (Jeong et al., 2009), perdendo sua capacidade de

agilização do processamento de consultas.

Para contornar o problema da maldição da alta dimensionalidade dos histogramas

de cor, algumas abordagens têm sido desenvolvidas. Traina et al. (2003) propõe o

histograma métrico, o qual considera a correlação entre os bins adjacentes dos histogramas

extráıdos das imagens. Já Bugatti et al. (2008) usa a entropia de Shannon para reduzir

a dimensionalidade de histogramas em ńıvel de cinza tradicionais.

Ainda em pesquisas recentes, os histogramas de cor tradicionais têm mostrado que,

apesar de simples, são um dos mais eficientes para representar imagens em recuperação

por conteúdo (Deselaers et al., 2008). Além disso, eles ainda são base para comparação

com outros métodos propostos (Zhang, 2012) e muitos métodos desenvolvidos ainda são

baseados neles (Pattanaik & Bhalke, 2012; Weinland et al., 2011).

2.2.2 Textura

Uma importante abordagem para descrever uma região é quantificar seu conteúdo de

textura. Apesar de não existir uma definição formal para textura, intuitivamente, este

descritor fornece medidas relacionadas à suavidade, aspereza e regularidade. Dentre as

caracteŕısticas de baixo-ńıvel usadas para representar imagens médicas, os extratores de

textura se destacam por sua efetiva discriminação de tecidos. As medidas de textura
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capturam principalmente a granularidade e a repetição de padrões na distribuição dos

pixels.

Algumas das técnicas mais conhecidas de extração de caracteŕısticas de textura

baseiam-se nas wavelets (Silva et al., 2008; Stollnitz et al., 1996; Fan, 2012), nos filtros de

Gabor (Gabor, 1946; Saremi et al., 2013) e sumarizações das matrizes de co-ocorrência

(conhecidas como descritores de Haralick) (Haralick et al., 1973; Shahbahrami et al.,

2012).

As matrizes de co-ocorrência, também denominadas matrizes SGLD (Spatial Gray

Level Dependence) (Haralick et al., 1973), são uma das mais populares fontes de

caracteŕısticas de textura para imagens. Dado uma imagem f com um conjunto discreto

de tons de cinza I, define-se a matriz de co-ocorrência Pd,φ(i, j), onde cada elemento (i, j)

é um número inteiro que indica quantas vezes um pixel p1 de ńıvel de cinza i aparece

distante de um pixel p2 de intensidade j por uma distância d e um ângulo φ. As Figuras

2.4 (b) e (c) ilustram duas matrizes de co-ocorrência para a imagem em tons de cinza

representada na Figura 2.4 (a). As matrizes de co-ocorrência são matrizes quadradas e

simétricas em relação à diagonal principal, ou seja, Pd,φ(i, j) = Pd,φ(j, i).

0 0 1 1
0 0 1 1
0 2 2 2
2 2 3 3

P1,0◦ =


4 2 1 0
2 4 0 0
1 0 6 1
0 0 1 2

 P1,135◦ =


2 1 3 0
1 2 1 0
3 1 0 2
0 0 2 0


(a) (b) (c)

Figura 2.4: Exemplos de matrizes de co-ocorrência (Balan, 2007). (a) imagem; (b)
matriz de co-ocorrência para o ângulo 0◦ e d = 1; (c) matriz de co-ocorrência
para o ângulo 135◦ e d = 1

Diversas medidas podem ser extráıdas de uma matriz de co-ocorrência. Haralick et al.

(1973) propõe 14 medidas. Dessas, as mais usadas na literatura são contraste, entropia,

energia e homogeneidade, que estão apresentadas na Tabela 2.1. Como este método

necessita de computar várias vezes matrizes de grandes dimensões, pode-se citar como

grande desvantagem o seu alto custo computacional. Além disso, a escolha dos parâmetros

d e φ depende muitas vezes de um conhecimento prévio da qualidade das imagens.

No entanto, as caracteŕısticas extráıdas das matrizes de co-ocorrência promovem uma

descrição satisfatória das imagens sem a necessidade de uma etapa prévia de segmentação.

2.2.3 Forma

As caracteŕısticas de forma são usadas para detectar, por exemplo, massas e calcificações

em mamografias. São também chamadas de caracteŕısticas geométricas ou morfológicas.

Este tipo de caracteŕıstica é baseada na forma de regiões de interesse, e não consideram
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Tabela 2.1: Caracteŕısticas de textura de Haralick.

Caracteŕıstica Equação Significado
Variância

∑
i

∑
j(i− j)2P (i, j) Contraste

Entropia
∑

i

∑
j P (i, j)log(P (i, j)) Suavidade

Energia
∑

i

∑
j P (i− j)2 Uniformidade

Homogeneidade
∑

i

∑
j

P (i−j)
(1+|i−j|) Homogeneidade

a intensidade dos pixels da região, tomando apenas a forma da região segmentada.

(Akilandeswari et al., 2012).

Segundo Costa & Cesar Jr (2009), as representações de formas podem ser baseadas em

três categorias: contorno, região e transformadas. Representações baseadas em contorno

exploram as informações contidas na borda de um objeto. O contorno da forma pode ser

representado em três classes: (i) como uma curva paramétrica, implicando então em uma

ordem sequencial; (ii) como um conjunto de pontos, sem nenhuma ordem especial entre

eles; e (iii) como um conjunto de primitivas geométricas(por exemplo, segmentos de reta)

ajustadas ao contorno.

As abordagens baseadas em região, incluem: (i) decomposição de região, na qual

a região da forma é particionada em formas mais simples (por exemplo, poĺıgonos) e

representada pelo conjunto de tais primitivas; (ii) fronteira da região, na qual a forma

é aproximada por uma primitiva geométrica especial pré-definida (por exemplo, um

retângulo); e (iii) caracteŕısticas internas, onde a forma é representada por um conjunto

de caracteŕısticas relacionadas a sua região interna (por exemplo, um esqueleto).

Esqueletos estão relacionados à estrutura essencial de cada forma. O esqueleto

constitui um conjunto de pontos no interior de um objeto de uma imagem, de modo

a representá-lo. A definição de esqueleto diz que, um ponto pertence ao esqueleto se, ele

é o centro de um ćırculo máximo, que toca a borda do objeto em pelo menos dois pontos

distintos. Assim, o processo de esqueletização consiste em reduzir-se a figura analisada

a uma cadeia simples, com a largura de apenas um pixel. O problema é a dificuldade

de se implementar ćırculos no plano discreto e a sua aproximação é extremamente cara,

computacionalmente falando. A maioria dos algoritmos de esqueletização encontrados na

literatura utiliza o mesmo conceito aplicado ao centro de um losango, de um quadrado,

ou uma combinação de ambos. Esta técnica além de ser bastante eficiente, consegue

aproximar do conceito original de esqueletização. Alguns algoritmos de esqueletização

são apresentados em (Souza, 2002). A Figura 2.5 mostra um exemplo de uma figura, seu

esqueleto e de seu esqueleto quando é alterada a borda.

As abordagens baseadas em transformadas incluem as caracteŕısticas a seguir. (i)

Linear, na qual uma transformação linear T é tal que, dada duas formas A e B, e

dois escalares α e β, temos T (αA + βB) = αT (A) + βT (B). Uma transformação

linear representa uma forma A em termos de T (A), por exemplo, os coeficientes (ou
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Figura 2.5: (a) Uma forma simples,(b) seu esqueleto e (c) pequeno distúrbio na borda
adiciona novos ramos ao esqueleto (Figura extráıda de (Costa & Cesar Jr,
2009)

energias) de suas transformações (por exemplo, Fourier). (ii) Não linear: são semelhantes

à transformação linear, i.e., a forma é representada em termos de suas transformações,

com a diferença que as transformações são não lineares.

Como mencionado, ambas as transformações são usadas para representação da forma

e descrição. Dentre as principais técnicas que geralmente são aplicadas para obter

descritores a partir de transformações pode-se citar como exemplo de transformações

lineares as transformadas de Fourier, Laplace, Wavelets, filtros de Gabor, e para o caso

de transformações não lineares a transformada Hough e Morfologia Matemática (Costa &

Cesar Jr, 2009; Gonzalez & Woods, 2008).

Ainda segundo Zahn & Roskies (1972), pode-se descrever a forma e as caracteŕısticas

de contorno de objetos basicamente de três maneiras: por aproximação polinomial, por

momentos invariantes e por descritores de Fourier. Backes et al. (2007) propõe uma

aproximação poligonal de contornos baseada em Redes Complexas. Para momentos

invariantes, tem-se os momentos de Zernike, que têm sido muito usados na literatura

em diversas aplicações, como representar imagens mamográficas (Rosa et al., 2008; Wei &

Li, 2008), e suas variações, como os momentos complexos de Zernike (Li et al., 2009) e os

pseudo-momentos de Zernike (Yang & Guo, 2008), os quais são mais senśıveis a ruidos na

imagem que os momentos de Zernike convencional. As principais vantagens dos momentos

de Zernike é que são invariantes à transformação de rotação na imagem, e, se fizer que

o centro de massa da imagem coincida com a origem do disco unitário no mapeamento,

também torna-se invariante à translação. Além disso, não é necessário uma etapa prévia

de segmentação das imagens (Felipe et al., 2006).

Antes de introduzir os descritores de forma, é interessante notar que um significado

natural para produzir caracteŕısticas interessantes é obter novas medidas a partir das que

já foram computadas anteriormente, como o contorno ou o esqueleto, por exemplo, que

são caracteŕısticas por si mesmos, mas sendo posśıvel considerar seu peŕımetro ou área

como novas caracteŕısticas.

Alguns descritores gerais, relacionados ao aspecto de métrica da forma podem ser

considerados. Como exemplo, pode-se citar área, tamanho do eixo maior e do eixo menor,

excentricidade, orientação, área convexa, área preenchida, número de Euler, solidez,
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amplitude e peŕımetro. Essas medidas são apresentadas a seguir com respeito a dimensão

em pixels (Gonzalez & Woods, 2008):

i) area: número atual de pixels da região.

ii) tamanho do eixo maior: especifica o tamanho (em pixels) do maior eixo da elipse que

tem o mesmo segundo momento central da região.

iii) tamanho do eixo menor: o tamanho (em pixels) do menor eixo da elipse que tem o

mesmo segundo momento central normalizado da região.

iv) excentricidade: escalar que especifica a excentricidade da elipse que tem o mesmo

segundo momento da região. É o raio da distância entre os focos da elipse e o

tamanho de seu eixo maior. O valor está entre 0 e 1. Observe que os valores 0 e 1

são os casos degenerados; uma elipse com excentricidade 0 é um ćırculo, enquanto

que uma elipse com excentricidade 1 é um segmento de reta.

v) orientação: é o ângulo (em graus, de -90 a 90 graus) entre o eixo x e o eixo maior da

elipse que tem o mesmo segundo-momento da região.

vi) área convexa: escalar que especifica o número de pixels da imagem binarizada

vii) área preenchida: escalar especificando o número de pixels da imagem binarizada.

viii) número de Euler: Escalar que especifica o número de objetos na região menos o

número de buracos nestes objetos.

ix) solidez: especifica a proporção dos pixels no casco convexo que também estão na

região. É calculado como área/áreaconvexa.

x) extensão: escalar que especifica a quantidade de pixels na região limitada (textit-

bounding box). É calculada como área/área do textitbounding box.

xi) peŕımetro: distância em torno da fronteira da região. É calculada a distância entre

cada par de pixels cont́ınuos em torno da borda da região.

Uma das maneiras de definir forma é do ponto de vista estrutural. A forma pode ser

vista como as partes que a compõe e as relações entre tais partes. Assim, um modo de

representar as formas é por meio de grafos, nos quais as ‘partes’ da forma estão associadas

aos vértices do grafo e as relações entre as partes são representadas pelas arestas do

grafo. Outra possibilidade introduzida recentemente é explorar grafos por meio de redes

complexas, a qual está um pouco mais detalhada no Caṕıtulo 3, já que esta foi uma das

abordagens adotadas neste trabalho.
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2.3 Considerações finais

Neste caṕıtulo foram apresentadas as principais técnicas de processamento de imagens

que são empregadas para a obtenção da representação das imagens a partir de vetores de

caracteŕısticas. O conhecimento do processamento de imagens é importante para entender

como é realizado o processo de análise automática de imagens, a mineração de imagens e

por conseguinte, o desenvolvimento de sistemas de aux́ılio ao diagnóstico, processos estes

que são o objetivo deste trabalho. Os vetores de caracteŕısticas obtidos nesta etapa são

os dados de entrada no sistema de aux́ılio ao diagnóstico desenvolvido.

No próximo caṕıtulo é apresentado o conceito de redes complexas e os modelos de

pequeno mundo e de redes livres de escala, os quais foram usados neste trabalho para o

desenvolvimento de um extrator de caracteŕısticas baseado em redes complexas.
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Caṕıtulo

3
Redes complexas

As informações e dados do mundo real são organizados em diversos tipos de estruturas.

Um modo de organizá-los, é através de suas ligações como um modelo de redes. Assim,

redes (ou grafos) têm sido objeto de estudo em várias áreas como matemática, sociologia,

ciência da computação, geografia quantitativa, dentre outros. No caso de redes aleatórias,

o primeiro e mais importante modelo foi proposto por Erdos e Rényi no fim dos anos

de 1950’s e foi a base da maioria dos estudos até recentemente (Barthélemy, 2011). O

interesse em redes foi, entretanto, renovado em 1998 por Watts & Strogatz (1998), que

extráıram informações interessantes de redes do mundo real e propuseram um simples

e novo modelo de redes aleatórias. O interesse por esta área de estudo foi reforçado

depois da publicação, um ano depois, de um artigo por Barabasi & Albert (1999) sobre a

existência de forte heterogeneidade de graus. Estas fortes heterogeneidades foram muito

contrastantes com os grafos aleatórios, que foram considerados por muito tempo, e a

existência de fortes flutuações nas redes do mundo real desencadeou uma riqueza de

estudos. Mais de uma década depois, é posśıvel encontrar muitos livros (Caldarelli, 2007;

Barrat et al., 2008; Newman, 2010) e revisões sobre este assunto (Albert & Barabasi,

2001; Dorogovtsev & Mendes, 2003; Newman, 2003; Boccaletti et al., 2006; Costa et al.,

2007, 2011; Barthélemy, 2011). Logo, a razão para os estudos terem sido intensificados

desde aquela época é que redes reais têm caracteŕısticas que não podem ser explicadas

pela conectividade aleatória uniforme. Ao invés disto, redes geradas a partir de dados

reais podem envolver estrutura de comunidade, distribuição de graus de potência e hubs,

entre outras caracteŕısticas estruturais.

23
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Os dois modelos de redes que contribúıram para o desenvolvimento dos estudos nesta

área foram as redes de pequeno-mundo (Watts & Strogatz, 1998; Watts, 1999) e a

caracterização de modelos livres de escala de (Barabasi & Albert, 1999), os quais são

abordados no decorrer deste caṕıtulo.

Neste caṕıtulo é apresentada uma breve introdução à teoria das redes complexas. A

estrutura deste caṕıtulo inclui: a definição de redes complexas; a descrição dos modelos

de rede pequeno mundo e do modelo livre de escala; medidas das redes; e aplicação das

redes complexas para a caracterização de imagens.

3.1 Definição

Uma rede é um conjunto de itens, que são chamados vértices ou nós, com conexões entre

eles, chamadas arestas. Redes também são chamadas de “grafos” na maior parte da

literatura de matemática (Newman, 2003).

Uma maneira intuitiva de trabalhar com redes é utilizar a matriz de adjacência M [i, j]

caracteŕıstica do sistema, onde i e j representam os vértices e os elementos de matriz mij

representam as arestas. As ligações representadas pelas arestas podem ser unidirecionais,

bidirecionais ou sem direção (matriz simétrica). Podem ser simples, com M [i, j] = 1 ou

M [i, j] = 0, ou ponderadas, ou seja, com pesos diferenciados, com M [i, j] ∈ R.

3.2 Modelos de redes complexas

Com o objetivo de se estudar as propriedades topológicas de redes reais, diversos modelos

de redes têm sido propostos. Em Costa et al. (2011) são apresentadas diversas aplicações

e modelos de redes complexas em problemas reais, incluindo redes biológicas, internet,

redes sociais, lingúıstica, economia, qúımica, dentre outras. Nesta seção são apresentados

três modelos de redes que apoiaram o desenvolvimento do estudo da aplicação de redes

complexas: as redes (grafos) aleatórias, redes de pequeno mundo e redes livres de escala.

3.2.1 Grafos aleatórios

Os grafos aleatórios desenvolvidos por Rapoport (1951, 1953) e independentemente por

Erdös & Rényi (1959) podem ser considerados o modelo mais básico de redes complexas

(Costa et al., 2007). Erdös & Rényi (1959) introduziram um modelo para gerar grafos

aleatórios consistindo de N vértices e M arestas. Inicialmente, o grafo é iniciado com

N vértices desconectados. A rede é então constrúıda adicionando M arestas de maneira

aleatória, mas evitando auto-conexões e conexões múltiplas. Outro modelo similar define

N vértices e uma probabilidade p de cada par de vértices conectados. Este último modelo

é conhecido como modelo Erdös-Rényi (ER).
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Para este modelo de rede, em uma rede com muitos pontos, tal que N →∞, o número

médio de conexões de cada vértice 〈k〉, dado por

〈k〉 = p(N − 1), (3.1)

diverge se p for fixado (ou seja, 〈k〉 → ∞). Ao invés disso, p é escolhido como uma função

de N para tomar 〈k〉 fixado: p = 〈k〉 /(N − 1). Para este modelo, P (k) (a distribuição

de graus) é uma distribuição de Poisson. A Figura 3.1 mostra um exemplo deste tipo de

rede e o gráfico da distribuição de graus de um grafo aleatório.

(a) (b)

Figura 3.1: (a) Exemplo de uma rede aleatória de Erdös-Rényi, (b) gráfico da dis-
tribuição da média dos graus de 10 redes aleatórias formadas por 10.000
vértices usando uma probabilidade p = 0.2. Exemplo retirado de Costa
et al. (2007), p. 176.

3.2.2 Redes pequeno-mundo

Em 1967, Milgram (1967) mostrou em um experimento de redes sociais que entre duas

pessoas existem apenas seis contatos intermediários, mesmo que elas estejam em lados

opostos do mundo. Essa propriedade foi chamada de pequeno mundo (small world). Em

um grafo, isso significa que a maioria dos vértices podem ser alcançados a partir de outros

através de um pequeno número de arestas.

Outra propriedade presente em muitas redes é a presença de um grande número de

laços (loops) de tamanho três. Isto significa que se um vértice i está conectado aos

vértices j e k, então há uma alta probabilidade dos vértices j e k estarem conectados.

Esta propriedade é chamada de coeficiente de agrupamento (clustering coefficient).

As chamadas redes complexas de pequeno mundo, propostas por Watts & Strogatz

(1998), possuem a propriedade de pequeno mundo definida por Milgram (1967) e também
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a caracteŕıstica de possuir muitos laços pequenos. Logo, apenas possuir a propriedade de

pequeno mundo não caracteriza a rede como sendo do modelo de pequeno mundo.

Por exemplo, as redes de ER apresentam a propriedade de pequeno mundo, mas

possuem uma quantidade reduzida de laços pequenos. Por outro lado, redes regulares que

possuem muitos laços pequenos são mais fáceis de serem constrúıdas (Costa et al., 2007),

mas a distância média entre os nós é grande (ou seja, não possuem a propriedade de

pequeno mundo). Portanto, o modelo pequeno mundo está situado entre uma estrutura

ordenada finita e um grafo aleatório que apresenta a propriedade de pequeno mundo e

alto coeficiente de agrupamento.

Para construir uma rede de pequeno mundo, o modelo inicia com n vértices organizados

na forma de um anel, com cada vértice ligado aos seus κ vizinhos mais próximos. No

exemplo apresentado na Figura 3.2 a rede possui n = 30 vértices e κ = 4 arestas

para os vizinhos, inicialmente representada pela Figura 3.2(a). A seguir, para gerar o

modelo pequeno mundo, é tomada uma fração das arestas, as quais são aleatoriamente

re-ligadas com probabilidade p. Quando p = 0 (Figura 3.2(a)), tem-se uma estrutura

ordenada regular com alto número de laços, mas grandes distâncias, e quando p → 1

(Figura 3.2(d)) a rede torna-se um grafo aleatório com distâncias curtas mas poucos

laços. Logo, o parâmetro p interpola entre um comportamento completamente regular

e um comportamento completamente aleatório. Assim, para valores intermediários de

p (Figuras 3.2(b) e 3.2(c)), o modelo da rede é de pequeno mundo apresentando tanto

distâncias curtas quanto um grande número de laços.

O grau de distribuição para uma rede de pequeno mundo é semelhante ao das redes

aleatórias, tendo a forma de sino, mas com um pico em 〈k〉 = 2κ (Costa et al., 2007).

(a) (b) (c) (d)

Figura 3.2: Construção de rede complexa pequeno mundo com n = 30 vértices e κ = 4
arestas. (a) p = 0, (b) p = 0.01, (c) p = 0.1, (d) p = 1 (Adaptado de Watts
& Strogatz (1998)).

3.2.3 Redes livres de escala

Depois do modelo de redes de pequeno mundo de Watts & Strogatz (1998), Barabasi

& Albert (1999) mostraram que muitos sistemas reais são caracterizados por uma
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distribuição desigual. Ao invés dos vértices destas redes terem um padrão aleatório de

conexões com um grau caracteŕıstico, como o modelo de pequeno mundo, por exemplo,

alguns vértices estão altamente conectados enquanto outros têm poucas conexões, com a

ausência de um grau caracteŕıstico. Mais especificamente, o grau de distribuição tem sido

encontrado para seguir uma lei de potência para um k grande,

P (k) ∼ k−γ. (3.2)

Estas redes são chamadas redes livres de escala. Uma caracteŕıstica deste tipo de rede é

a existência de hubs, i.e., vértices que são ligados a uma fração significante do total de

número de arestas da rede. Considerando então a distribuição das arestas, a caracteŕıstica

que define tais redes é que, um gráfico que representa o número de arestas (na escala log)

vs. o número de vértices (na escala log), resulta em uma reta (Barabasi & Bonabeau,

2003). A Figura 3.3 apresenta um exemplo do gráfico de distribuição das ligações dos

vértices.
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Figura 3.3: Gráfico de uma rede complexa livre de escala da distribuição das ligações
dos vértices seguindo a lei de potência. Figura adaptada de Barabasi &
Bonabeau (2003).

O modelo de rede de Barabási-Albert está baseado em duas regras básicas: crescimento

e ligação preferencial. A rede é gerada iniciando com a adição de novos vértices. Para

cada novo vértice, m novas arestas são inseridas entre os novos vértices e alguns vértices

prévios. Os vértices que receberam as novas arestas são escolhidos seguindo uma regra de

ligação preferencial linear, i.e., a probabilidade do novo vértice i estar conectado com um

vértice existente j é proporcional ao grau de j,

P (i→ j) =
kj∑
u ku

. (3.3)

Além disso, a maioria dos vértices conectados têm grande probabilidade de receber

novos vértices. Isto é conhecido como o paradigma “o rico fica cada vez mais rico”. A

Figura 3.4 apresenta um exemplo de geração de uma rede livre de escala. A rede livre
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de escala cresce incrementalmente a partir de 2 vértices até 11 vértices neste exemplo.

Um novo vértice (azul) prefere se conectar a um vértice existente (vermelho) que já

possui muitas outras conexões. Estes dois mecanismos básicos (crescimento e ligação

preferencial) eventualmente levará o sistema a ser dominado por hubs, vértices que

possuem um grande número de arestas.

1 2 3 4 5 6

7 8 9 10
7 8

Figura 3.4: Exemplo de geração de uma rede livre de escala. Figura adaptada de
Barabasi & Bonabeau (2003).

3.3 Medidas das redes complexas

Uma vez modelada a rede complexa, é posśıvel calcular algumas caracteŕısticas topológicas

que caracterizam sua conectividade, tais como o grau e a forma de um vértice, e a junção

do grau, que estão descritos a seguir.

O grau ki de um vértice i é o número de arestas diretamente conectadas a ele, e é

definido por meio da matriz de adjacências A como

ki =
N∑
j=1

aij, (3.4)

onde N é o número de vértices existentes na rede e aij são elementos da matriz de

adjacências A.

Baseando-se no grau dos vértices é posśıvel extrair outras medidas da rede. Duas

destas medidas são o grau máximo (kκ),

kκ = max
i
ki, (3.5)
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e o grau médio (kµ),

kµ =
1

N

N∑
j=1

ki. (3.6)

As informações topológicas mais usadas são sobre os vértices da rede. Uma

generalização natural no caso e redes ponderadas é a força si, definida como (Barrat

et al., 2004)

si =
N∑
j

wij, (3.7)

onde o peso da rede é descrito por uma matriz W cuja entrada wij fornece o peso das

arestas que conectam os vértices i e j (e wij = 0 se os nós i e j não estão conectados).

Na verdade, a força de um vértice combina a informação sobre sua conectividade e a

intensidade dos pesos de suas ligações. Portanto, fornece caracteŕıstica relevante da rede.

Além disso, baseando-se no grau do vértice, é posśıvel extrair a força máxima (msi),

msi = max
i
si, (3.8)

e a força média (asi),

asi =
1

N

N∑
j=1

si. (3.9)

Muitas vezes é interessante analisar a correlação entre os graus de diferentes vértices,

os quais têm sido encontrados para desempenhar um papel importante em muitas

propriedades estruturais e dinâmicas da rede (Costa et al., 2007). A abordagem mais

natural é considerar a correlação entre dois vértices conectados por uma aresta. Esta

correlação pode ser expressada pela junção de distribuição de graus P (k, k′), i.e., como a

probabilidade que uma aresta arbitrária conecta um vértice de grau k a um vértice de grau

k′. A escolha de k′ pode ser feita de forma arbitrária, e neste caso considera-se ki = k′,

i.e., P (ki, k
′)i mostra a probabilidade de um vértice i ter um vizinho com o mesmo grau

(Backes et al., 2009).

Analisando esta distribuição de probabilidade, é posśıvel extrair diversas medidas, tais

como entropia, energia e a média do grau de junção.

Historicamente, a entropia tem sido associada com a quantidade de ordem, desordem

e/ou caos em um sistema, e é definida como

H = −
N∑
i=1

P (ki, k
′)i log2 P (ki, k

′)i. (3.10)
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A energia de um sistema é dada por

E =
N∑
i=1

(P (ki, k
′)i)

2. (3.11)

A média do grau de junção denota a probabilidade de encontrar dois nós arbitrários

na rede com o mesmo grau:

P =
1

N

N∑
i=1

P (ki, k
′)i. (3.12)

Outras medidas podem ser encontradas em Costa et al. (2007) e Boccaletti et al.

(2006).

3.4 Aplicação de redes complexas na representação de

imagens

Como consequência de sua flexibilidade para representação e modelagem virtuais de

qualquer sistema discreto, redes complexas também são potencialmente úteis na análise

de forma (Costa, 2004; Costa et al., 2007).

Em Costa (2004) é dada uma definição de representação de uma imagem como uma

rede complexa. Seja a imagem original em ńıveis de cinza de tamanho M×M pixels, sendo

que cada pixel pode ter valores de ńıveis de cinza entre 0 e G, que é proporcionalmente

normalizado para o intervalo [0, 1]. Portanto, a rede que representa a imagem possui

N = M2 pixels e n = N(N − 1)/2 arestas ponderadas, as quais são representadas pela

matriz ponderada W de tamanho N ×N . As Equações 3.13 a 3.15 definem um posśıvel

mapeamento entre cada nó i da rede e os pixels (x, y) da imagem, onde 1 ≤ x, y ≤ M e

a função mod(a, b) representa o resto da divisão de a por b.

i = y + (x− 1)M (3.13)

x = b(k − 1)/Mc+ 1 (3.14)

y = mod((k − 1),M) + 1 (3.15)

Ainda segundo Costa (2004), diversos tipos de interações entre dois pixels podem ser

definidos respectivamente a cada atributo visual posśıvel, tais como intensidade luminosa,

componentes de cor, forma local, textura, motion e disparidade, assim como as posições

dos pixels e a adjacência espacial entre os pares de pixels. Os valores escalares derivados

de tais propriedades podem ser organizados em um vetor de caracteŕısticas, de tal maneira

que cada nó i da rede torna-se associado a um vetor de caracteŕıstica que descreve uma

propriedade visual local ao redor do pixel respectivo da imagem.
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Em (Backes et al., 2009; Backes, 2010) é feita uma aplicação do uso de redes complexas

para análise de forma do contorno. A ideia principal é representar uma forma nos

termos de uma rede de Watts & Strogatz (1998) seguida da análise de suas caracteŕısticas

topológicas e dinâmicas. Este modelo de rede apresenta uma propriedade que é chamada

de pequeno mundo, na qual todos os vértices podem ser alcançados por qualquer outro

através de um número pequeno de vértices. Outra propriedade importante é que esse

tipo de rede apresenta um grande número de loops de tamanho três, i.e., se o vértice

i está conectado ao vértice j e k, existe uma grande probabilidade dos vértices j e k

também estarem conectados (alto coeficiente de aglomeração). O modelo dinâmico da

rede pequeno mundo é obtido artificialmente por meio de limiares sequenciais aplicados

nos vértices da forma modelada. A rede obtida está correlacionada com a estrutura

das redes pequeno mundo em vários estágios do crescimento da rede. O estudo de suas

propriedades dinâmicas (medidas derivadas da dinâmica de crescimento da rede, baseado

na variação do número de componentes conectados) produzem uma forma única. Assim,

esta forma pode ser usada para o processo de análise e classificação da imagem, por

meio de extração de medidas que irão compor um vetor de caracteŕısticas. A Figura 3.5

apresenta um exemplo de um contorno modelado como uma rede complexa.

Figura 3.5: Representação de um contorno modelado como uma rede complexa (retirado
de (Backes et al., 2009)

No trabalho de Casanova et al. (2013) é realizada uma generalização do método

proposto por Backes et al. (2009). Aqui, ao invés de modelar um contorno em um grafo

e usar regras de redes complexas para caracterizar o contorno, o trabalho propõe uma

ferramenta matemática para a caracterização de sinais, curvas e conjunto de pontos. O

método proposto é usado para a caracterização de imagens de nervuras de folhas. As

nervuras foram modeladas em um conjunto de pontos, que por sua vez, foram modelados

em grafos. Os descritores foram compostos pelas medidas de grau máximo e grau médio

em uma evolução dinâmica.



32 3. Redes complexas

Em Florindo et al. (2013) é proposto um método que consiste em modelar a textura

da imagem por meio de redes complexas, representando cada valor da intensidade do

pixel como um vértice, e conectando dois vértices se houverem pixels com intensidades

correspondentes em uma vizinhança 8-conectada. Assim, a matriz de adjacência é

analisada como um objeto de interesse em uma imagem binária e é estimada a dimensão

fractal deste objeto. No passo seguinte, é aplicada uma transformação multi-escala sobre

a dimensão obtendo os descritores de textura. Os descritores obtidos foram usados na

tarefa de classificação de texturas e os resultados obtidos foram muito próximos aos

resultados obtidos pelos descritores de Gabor, alcançando ambos mais de 90% de precisão

na classificação das imagens de folhas.

3.5 Considerações finais

Neste caṕıtulo foi apresentada uma pequena introdução ao conceito de redes complexas

e a descrição dos principais modelos. Além disso, foram apresentadas aplicações de

redes complexas na modelagem de imagens, para a representação das mesmas a partir

da forma/contorno e textura.

Até aqui foram discutidas as técnicas para a representação de imagens. Uma vez

obtidos os vetores de caracteŕısticas das imagens, a próxima etapa agora é minerar esses

dados, ou seja, descobrir padrões que forneçam informações relevantes ao especialista e

classificar essas imagens. Para isto, são aplicadas técnicas de mineração de dados, no nosso

caso, as tarefas de associação e classificação, a serem discutidas no próximo caṕıtulo.



Caṕıtulo

4
Mineração de imagens

Os avanços no processo de aquisição e armazenamento de imagens tem proporcionado um

grande crescimento das bases de dados de imagens. Estas imagens, se analisadas, podem

revelar informações importantes para o usuário humano (Deshpande, 2011). A mineração

de imagens lida com a extração do conhecimento que está impĺıcito, com a relação dos

dados da imagem, ou outros padrões que não estão explicitamente armazenados nas

imagens. Assim, a mineração de imagens é mais que apenas uma extensão da mineração

de dados para o domı́nio de imagem. É um campo interdisciplinar que conta com

os conhecimentos de visão computacional, processamento de imagens, recuperação de

imagens, mineração de dados, aprendizado de máquina, banco de dados e inteligência

artificial (Becker et al., 2010; Zhang et al., 2001).

Por definição, mineração de imagens lida com a extração de padrões das imagens a

partir de uma grande coleção de imagens (Zhang et al., 2001). Claramente mineração

de imagens é diferente da representação de baixo-ńıvel da visão computacional e das

técnicas de processamento de imagens, pois o foco da mineração de imagens é em extrair

padrões de uma grande coleção de imagens, enquanto que o foco das técnicas de visão

computacional e de processamento de imagens é compreender e/ou extrair caracteŕısticas

espećıficas apenas de uma imagem.

Enquanto parece haver algumas partes que coincidem entre a mineração de imagens

e a recuperação baseada em conteúdo (ambas abordagens lidam com grandes coleções

de imagens), a mineração de imagens vai além do problema de recuperar imagens

relevantes. Na mineração de imagens, o objetivo é descobrir os padrões das imagens

que são significantes em uma dada coleção de imagens.

33
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Talvez, o conceito errado mais comum da mineração de imagens é que a mineração

de imagens não passa da aplicação de algoritmos existentes de mineração de dados em

imagens. Isto não é verdade, pois há três diferenças importantes entre base de dados

relacional e base de dados de imagens (Pan, 2012; Hsu et al., 2002). (1) A primeira é

que enquanto na base de dados relacional os dados são semanticamente relevantes (por

exemplo, todos compreendem a expressão “idade igual a 6”), na base de imagens os

valores por eles mesmos podem não possuir um significado compreenśıvel, a menos do

contexto que estão (por exemplo, o ńıvel de cinza 200 é mais claro que o valor 45). (2) A

segunda diferença é que a informação espacial impĺıcita é cŕıtica para a interpretação de

conteúdo de imagens, o que já não é problema para as bases de dados relacionais. Para

tentar sobrepujar este problema, os mineradores de imagens extraem caracteŕısticas que

sejam independentes da posição antes de minerar os padrões das imagens. (3) E a terceira

diferença é que as caracteŕısticas das imagens têm múltiplas interpretações para o mesmo

padrão visual. Logo, os algoritmos de mineração de dados tradicionais para associar um

padrão a uma classe (interpretação) não funcionam bem com imagens, pois lidam apenas

com uma única interpretação. Por causa dessas diferenças, é necessário que uma nova

classe de algoritmos de mineração, para atender às necessidades especiais para minerar

imagens, seja desenvolvida.

Para lidar com esses desafios, espera-se que um bom sistema de mineração de imagens

forneça aos usuários um acesso efetivo ao repositório de imagens e generalização de

conhecimento e padrões impĺıcitos nas imagens. Para este fim, tal sistema tipicamente

engloba as seguintes funções com imagens: armazenamento, processamento, extração de

caracteŕısticas, indexação e recuperação, descoberta de padrões e conhecimento, conforme

está ilustrado na Figura 4.1. A fase de preprocessamento serve para aumentar a qualidade

da imagem a ser analisada, ressaltando determinadas particularidades e atenuando rúıdos.

Na extração de caracteŕısticas, valores são calculados a partir das caracteŕısticas visuais

de baixo ńıvel das imagens, como cor, textura e forma, e são armazenados em vetores

multidimensionais para a representação das imagens na mineração. Uma vez geradas as

caracteŕısticas, a mineração pode ser realizada usando técnicas da mineração de dados

para descobrir padrões significantes. Os padrões resultantes são avaliados e interpretados

para obter o conhecimento final relacionado ao domı́nio em questão (Min & Shuangyuan,

2010; Hsu et al., 2002).

1 P 2 E t ã d 4 A li ã1. Prepro‐
cessamento

2. Extração de 
Características 3. Mineração

I Conhecimento

4. Avaliação e 
Interpretação

Imagens Conhecimento

Figura 4.1: Fases da mineração de imagens para a obtenção de conhecimento.
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As duas primeiras fases do processo de mineração de imagens foram apresentadas e

discutidas nos Caṕıtulos 2 e 3. Neste caṕıtulo são descritas as fases de mineração e de

avaliação e interpretação dos dados.

4.1 Mineração de dados

Uma vez que as imagens já estão representadas por meio de vetores de caracteŕısticas,

a próxima etapa é a mineração dos dados propriamente dita. Segundo Han & Kamber

(2006), mineração de dados (data mining) é o processo de explorar grandes quantidades

de dados à procura de informações e padrões ocultos. É também conhecido como processo

de Descoberta de Conhecimento em Base de Dados (Knowledge Discovery in Databases -

KDD).

Fayyad et al. (1996) considera 9 fases no processo de KDD: conhecimento do domı́nio

da aplicação, obtenção do conjunto de dados, limpeza e preprocessamento dos dados,

redução do volume de dados, escolha da tarefa de mineração, escolha do algoritmo de

mineração, mineração de dados, interpretação e avaliação dos padrões descobertos, e,

utilização do conhecimento obtido, o que tem sido apoiado por outros autores (Ribeiro,

2008).

Considerando que o processo de representação dos dados já foi realizado, o processo

de KDD pode ser compactado nas seguintes etapas: preprocessamento, mineração dos

dados e apresentação, as quais estão descritas a seguir.

4.1.1 Fase de preprocessamento dos dados

O preprocessamento dos dados envolve a eliminação de rúıdos e erros nos dados, além de

também ser responsável, se necessário, pela conversão do formato dos dados. O principal

objetivo desta etapa é fornecer dados de qualidade para a fase de mineração dos dados.

Esta etapa envolve a discretização dos dados e a seleção de caracteŕısticas.

Discretização

O processo de discretização muda o domı́nio dos dados de cont́ınuo para discreto,

dividindo os valores cont́ınuos em intervalos. Assim, o objetivo de um algoritmo de

discretização é encontrar o melhor conjunto de pontos de corte (limite de um intervalo de

valores reais) para discretizar os dados. A discretização pode ser usada para lidar com os

seguintes problemas:

(i) aplicar sobre dados cont́ınuos algoritmos de mineração desenvolvidos para dados

nominais;

(ii) distribuição dispersa de valores;
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(iii) muitos valores diferentes e poucas instâncias de dados.

Entretanto, como desvantagem, o processo de discretização causa a perda de in-

formações no processo de mineração, o que pode causar uma queda significante na

precisão dos resultados. Por isso, diversos trabalhos têm buscado desenvolver técnicas

de discretização adequadas (Abraham et al., 2006; Ribeiro et al., 2008a; Tillander, 2012).

Seleção de caracteŕısticas

A seleção de caracteŕısticas seleciona os atributos mais relevantes, ou seja, que possuem

maior poder de representação dos dados, e remove os que são irrelevantes, redundantes

e os que são rúıdo. A esse processo de reduzir o número de caracteŕısticas (atributos)

chamamos de redução de dimensionalidade. O intuito de se reduzir a dimensionalidade

dos dados é aumentar a velocidade e a precisão dos algoritmos de mineração de dados.

Além disso, a seleção de caracteŕısticas ajuda a construir um modelo geral mais simples e

conciso e a obter uma melhor compreensão da tarefa de mineração realizada (Tan, 2007;

Dash & Liu, 1997).

É importante ressaltar que o conceito de seleção de caracteŕısticas é diferente do

de extração de caracteŕısticas (ou transformação de caracteŕısticas). Enquanto que a

transformação de caracteŕısticas cria novas caracteŕısticas combinando as originais (por

exemplo, análise de componentes principais - PCA, análise de discriminante linear - LDA),

a seleção de caracteŕısticas mantém os valores originais das caracteŕısticas selecionadas,

o que é desejável em muitos domı́nios.

Um dos algoritmos de seleção de caracteŕısticas mais conhecidos é o Relief (Kira &

Rendell, 1992), cujo pseudocódigo está descrito no Algoritmo 1. A ideia principal do

algoritmo é estimar a qualidade das caracteŕısticas (atributos) considerando quão bem

seus valores distinguem entre as instâncias da mesma e de diferentes classes que estão

próximas umas as outra. Em cada iteração, um padrão x é aleatoriamente selecionado, e

então dois vizinhos mais próximos de x são encontrados: um da mesma classe, chamado

nearest hit NH, e o outro de uma classe diferente, chamado nearest miss NM. O peso (ou

estimador de qualidade) da i-ésima caracteŕıstica é atualizado:

wi = wi + |x(i) −NM (i)| − |xi −NH(i)(x)|. (4.1)

O número de iterações é definido pelo usuário.
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Algoritmo 1: Algoritmo Relief

Inicialização: dado D = {(xn, yn)}Nn=1, faça wi = 0, 1 ≤ i ≤ I, número de iterações1

T;

para t=1:T faça2

Selecione aleatoriamente um padrão x de D;3

Encontre o nearest hit NH(x) e nearest miss NM(x) de x;4

para i=1:I faça5

Calcule: wi = wi + |x(i) −NM (i)| − |xi −NH(i)(x)|;6

fim7

fim8

A complexidade de tempo do Relief é O(kN), onde N é o número de instâncias da

base de treinamento e k é o número de caracteŕısticas. O algoritmo retorna uma lista de

caracteŕısticas ordenadas de acordo com suas relevâncias, mas não fornece uma indicação

do número de caracteŕısticas que deve ser removido. Uma limitação do Relief é que

trabalha apenas com conjuntos que envolvem classificação binária. O desenvolvimento

de uma extensão do algoritmo Relief para trabalhar com dados cuja classificação pode

assumir múltiplos valores foi feita, e o algoritmo proposto foi chamado de Relief-F,

proposto por Kononenko (1994).

Outro algoritmo muito usado é o método baseado em árvore de decisão, ou decision tree

method - DTM (Cardie, 1993). A DTM realiza uma busca para frente (forward search)

para gerar subconjuntos de caracteŕısticas usando o critério de entropia para avaliá-los.

A DTM executa o algoritmo C4.5, proposto por Quinlan (1993), o qual constrói uma

árvore de decisão, que é uma sequência de atributos que define o estado de uma instância.

Desta forma, a DTM seleciona as caracteŕısticas que aparecem na árvore de decisão como

o melhor subconjunto de caracteŕısticas (Ribeiro, 2008).

4.1.2 Fase de mineração de dados

Os primeiros frameworks de mineração de imagens procuraram usar técnicas existentes

para extrair informações das imagens (Hsu et al., 2002). Dentre estas técnicas estão o

reconhecimento de objetos (Mori et al., 2012), a indexação e recuperação por conteúdo

(Xu et al., 2012; Feng et al., 2012), a classificação e agrupamento de imagens (Xu, 2012),

a mineração de regras de associação (Pan et al., 2012; Mohanty et al., 2011) e as redes

neurais (Ciresan et al., 2012).

Ainda segundo (Sousa, 2006), as tarefas de mineração mais comuns são:
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Classificação: atividade de aprendizado cujo objetivo principal é encontrar uma função

que mapeie casos em classes pré-definidas, representadas por atributos discretos ou

categóricos;

Regressão: é conceitualmente similar à classificação com a diferença de que o atributo

de interesse a ser predito é geralmente um atributo cont́ınuo;

Regras de associação: são regras do tipo “se L então R” que identificam situações em

que os valores de um conjunto de atributos (L) determinam os valores assumidos

por outro conjunto de atributos (R);

Sumarização: atividade descritiva cujo propósito é encontrar uma descrição compacta

para um subconjunto dos dados como, por exemplo, valores de média e desvio padrão

dos atributos;

Detecção de Agrupamentos (clustering): visa a identificação de agrupamentos

(clusters) que descrevem os dados de maneira que os casos de um agrupamento sejam

similares uns aos outros e o mais distintos posśıvel dos casos de outros agrupamentos;

Modelagem de Dependências: consiste em encontrar um modelo que descreva as

dependências significativas entre atributos.

É importante observar que as tarefas de mineração não são completamente disjuntas,

muitas vezes elas se inter-relacionam, onde técnicas desenvolvidas para uma tarefa

podem ser aplicadas em outra e vice-versa. Um exemplo de inter-relacionamento são os

classificadores associativos, onde técnicas de associação são utilizadas para a classificação

de novos dados (Thabtah, 2007).

Das tarefas listadas na Seção 4.1.2, nas próximas seções são discutidas as tarefas de

regras de associação e de classificação, que foram as exploradas neste trabalho para o

desenvolvimento de sistemas de aux́ılio ao diagnóstico por computador (CAD).

4.2 Mineração de regras de associação

A mineração de regras de associação é uma das tarefas mais importantes no campo da

mineração de dados devido a sua vasta aplicabilidade e a facilidade de compreensão dos

padrões que gera. É uma tarefa que encontra relacionamentos entre a ocorrência de itens

nas tuplas da base de dados (registros) e foi primeiramente apresentada em Agrawal et al.

(1993), como descrito a seguir.

Seja I = i1, ..., in um conjunto de literais chamados itens. Um conjunto X ⊆ I é

chamado de itemset. Seja R uma tabela com transações t envolvendo elementos que são

subconjuntos de I. Uma regra de associação é uma expressão na forma X → Y , onde
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X e Y são itemsets. X é chamado de corpo ou antecedente da regra e Y é chamado de

cabeça ou consequente da regra.

O Suporte é a razão entre o número de transações de R que contém o itemset X ∪ Y
e o número total de transações de R, ou seja, mede o quão frequente é uma determinada

regra no conjunto de dados:

Suporte =
|X ∪ Y |
|R| . (4.2)

A Confiança é a fração do número de transações contendo X que também contém Y ,

ou seja, mede a frequência com que os itens em Y ocorrem em transações que contém X:

Confiança =
|X ∪ Y |
|X| . (4.3)

Assim, o problema de minerar regras de associação, como foi proposto inicialmente,

consiste em encontrar regras de associação que satisfazem às restrições de suporte mı́nimo

(denominadas regras frequentes) e confiança mı́nima, especificados pelo usuário. Se

considerarmos um algoritmo de força bruta para resolver o problema, seria necessário

gerar todas as regras posśıveis e então calcular os valores de suporte e confiança para cada

regra, descartando as que não atenderem às restrições de suporte e confiança mı́nimos.

No entanto, esta não é uma maneira viável de resolver o problema, já que o total de

regras que podem ser geradas cresce exponencialmente considerando o número de itens

existentes na base de dados (Costa, 2012).

O descobrimento de regras de associação é tipicamente feito em dois passos (Desh-

pande, 2011): (i) descoberta dos itemsets frequentes e (ii) a geração de regras de

associação. O segundo passo é bastante simples e é comum para a maioria dos algoritmos,

e o primeiro passo domina o tempo de processamento.

O algoritmo mais conhecido e utilizado, por sua simplicidade, para a determinação

de itemsets frequentes foi proposto por (Agrawal & Srikant, 1994), denominado Apriori

(Wu et al., 2007). Ele encontra todos os conjuntos de itemsets frequentes (Lk).

O Algoritmo 2 apresenta o algoritmo Apriori, como descrito em Agrawal & Shafer

(1996). O algoritmo pode ser descrito em três passos:

1. Contagem de ocorrências: o primeiro passo do algoritmo é simplesmente contar as

ocorrências dos itens para determinar a frequência de 1-itemset.

2. Geração de candidatos: no passo seguinte, digamos, k, os itemsets frequentes Lk−1

encontrados no (k − 1)-ésimo passo são usados para gerar os itemsets candidatos

Ck, usando o procedimento de geração de candidatos descrito abaixo.

3. Suporte: ainda no passo k, a base de dados é percorrida e é contado o suporte dos

candidatos em Ck.
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Algoritmo 2: Algoritmo Apriori.

Dados: Tabela com tuplas t, suporte mı́nimo minsup
Resultado: Conjunto de itemsets frequentes
L1 = {1-itemsets frequentes};1

k = 2;2

enquanto Lk−1 6= ∅ faça3

Ck = novos candidatos de tamanho k gerados a partir de Lk−1;4

para cada tupla t na base de dados D faça5

Incremente o contador de todos os candidatos em Ck que estão contidos em6

t;
fim7

Lk = todos os candidatos em Ck com suporte mı́nimo;8

k = k+1;9

fim10

retorna ∪kLk11

No passo de geração de candidatos, a ideia é que se um itemset X tem suporte mı́nimo,

então todos os subconjuntos de X também o possuem. Logo, dado Lk−1 o conjunto de

todos os (k−1)-itemsets frequentes, um superconjunto do conjunto de todos os k-itemsets

frequentes é gerado pela (i) junção de Lk−1 com Lk−1 e (ii) poda, na qual são deletados

todos os itemsets c ∈ Ck tal que algum (k − 1)-subconjunto de c não esteja em Lk−1.

A seguir é apresentado um exemplo da execução do Apriori para a geração de regras.

Seja uma base de dados B que contém um conjunto de itens A = {a, b, c, d, e} e um

conjunto de transações T = {1, 2, 3, 4} no qual a relação de itens ocorridos considerando

cada transação ti está apresentada na Tabela 4.1, e considerando o valor de suporte

mı́nimo igual a duas transações (50%).

Tabela 4.1: Relações de itens por transação.

Transação Itens
1 a,b,c
2 b,c
3 d,c
4 a,e

Ao aplicar o algoritmo Apriori na base de dados B, o algoritmo percorre a base gerando

um conjunto C1 de 1-itemsets candidatos e em seguida gera um conjunto L1 de 1-itemsets

frequentes, como é apresentado nas Tabelas 4.2 e 4.3.
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Tabela 4.2: Conjunto C1.

Itemset Suporte

{a} 2

{b} 2

{c} 3

{d} 1

{e} 1

Tabela 4.3: Conjunto L1.

Itemset Suporte

{a} 2

{b} 2

{c} 3

Depois, o algoritmo gera um conjunto C2 de 2-itemsets candidatos. O próximo passo

é verificar quais dos 2-itemsets candidatos em C3 são frequentes, gerando, assim, um

conjunto L2 de 2-itemsets frequentes, como é apresentado nas Tabelas 4.4 e 4.5.

Tabela 4.4: Conjunto C2.

Itemset Suporte

{a,b} 1

{a,c} 1

{b,c} 2

Tabela 4.5: Conjunto L2.

Itemset Suporte

{b,c} 2

Os passos do algoritmo são executados pelo Apriori até não ser mais posśıvel gerar

um conjunto de itemsets frequentes.

Tabela 4.6: Conjunto C3.

Itemset

{∅}

Tabela 4.7: Conjunto L3.

Itemset

{∅}

Muitos outros algoritmos baseados no Apriori têm sido propostos para lidar com a

dificuldade de encontrar os itemsets frequentes. Park et al. (1997) propôs o algoritmo DHP

(Direct Hashing and Pruning) usando diretamente hashing e poda. Holt & Chung (2002)

propôs o IHP usando hashing invertido e poda. Li et al. (2003) estende o algoritmo Apriori

com uma técnica efetiva de poda horizontal. Além de algoritmos baseados no Apriori,

também existe o FP-growth (Han et al., 2004), o qual usa uma estrutura de árvore prefixa

para minerar itemsets frequentes sem a geração de candidatos e percorre a base de dados

apenas duas vezes. Tanto o Apriori quanto o FP-growth mineram padrões frequentes a

partir de um conjunto de transação de dados de forma horizontal. Uma alternativa é

executar a mineração de forma vertical, o que traz a vantagem de não precisar percorrer

a base de dados para calcular o suporte dos (k + 1)-itemsets (para k ≥ 1). Um exemplo

deste tipo de algoritmo é o Eclat (Zaki & Hsiao, 2000; Li et al., 2011). Extensões destes

algoritmos podem ser encontrados em vários artigos (Zhu & Deng, 2011; Naganathan
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et al., 2011; Tiwari et al., 2010; Li et al., 2011; Martins et al., 2007). Entretanto,

mesmo com a presença de uma vasta literatura que floresceu desde Agrawal et al. (1993),

abordando variantes do problema, estudando questões fundamentais, e apresentando

novas estratégias de algoritmos inteligentes ou implementações de estratégias conhecidas,

muitos problemas ainda permanecem abertos (Han et al., 2007; Kirsch et al., 2012).

Em particular, a tarefa de avaliar a importância dos conjuntos de itens descobertos,

ou equivalentemente, sinalizar descobertas estatisticamente significativas com um número

limitado de resultados falsos positivos, ainda é pouco compreendida e continua sendo um

dos problemas mais desafiantes nesta área. O framework clássico de mineração de regras

de associação requer que o usuário decida o que é significativo, especificando os limiares

de suporte. A menos que o domı́nio do conhecimento esteja dispońıvel, a escolha de um

limiar é muitas vezes arbitrária (Tan et al., 2006) e pode levar a um grande número de

descobertas espúrias (falsos positivos), o que afetaria o sucesso da análise subsequente

(Kirsch et al., 2012).

Além da determinação dos itemsets frequentes, um outro problema é o grande número

de regras geradas. Algumas pesquisas têm proposto o uso do ganho de informação (Chen

et al., 2006) e o uso do conjunto Rough (Yao, 2012) para reduzir o número de regras

geradas. Em Christopher (2011), uma abordagem estat́ıstica é usada para gerar um

conjunto compacto de regras usando apenas regras correlacionadas positivamente, sendo

que as regras menos significativas são eliminadas. Ainda em Yamamoto et al. (2008) foram

desenvolvidas técnicas de visualização de itemsets para a análise visual dos mesmos, que

permitem ao usuário selecionar os itemsets que ele tem mais interesse que apareçam nas

regras.

Como o interesse de estudo deste trabalho são imagens, é necessário considerar que

na maioria das vezes os dados envolvidos são cont́ınuos. Esse é um grande desafio na

mineração de regras de associação em imagens, já que a maioria dos métodos desenvolvidos

na literatura consideram dados de domı́nio discreto (categórico), sendo necessário, em

muitos casos, a discretização dos valores cont́ınuos. Entretanto, apesar de muitos métodos

eficientes de discretização de dados serem desenvolvidos, a discretização pode não ser

desejada, já que causa a perda de informação dos dados e pode distorcer os resultados do

algoritmo de mineração (Ribeiro, 2008).

Uma abordagem para lidar com dados cont́ınuos é a mineração de regras de associação

estat́ısticas, que são regras de associação encontradas com base na distribuição dos valores

dos atributos quantitativos (Aumann & Lindell, 1999). Esta abordagem está detalhada e

discutida a seguir.
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4.2.1 Mineração de regras de associação estat́ısticas

Definidas inicialmente por Aumann & Lindell (1999), as regras de associação estat́ısticas

passam a noção de encontrar um “comportamento interessante”, gerando regras que

revelem um fenômeno diferenciado dos outros na base de dados. Para isso, são usados

testes estat́ısticos aceitáveis para confirmar a validade das regras descobertas. Os

algoritmos propostos com esta definição não usam o processo de discretização dos dados,

mas vê os atributos quantitativos como cont́ınuos. Assim, o lado esquerdo da regra

representa uma descrição de um subconjunto da população, e o lado direito da regra é

a descrição de um comportamento interessante particular da população descrita no lado

esquerdo. Logo, é necessário descrever o que significa “comportamento interessante”.

Para atributos categóricos (discretos), o comportamento está descrito por uma lista de

itens e sua probabilidade de ocorrência. Estatisticamente, esta descrição é a distribuição

de probabilidade do conjunto de itens, para a população dada. Logo, segundo Aumann &

Lindell (1999), para um conjunto de valores quantitativos (valores cont́ınuos), a melhor

descrição de seu comportamento é sua distribuição. Os autores ainda escolhem os

valores de média e variância para descrever o comportamento de um conjunto de valores

quantitativos.

Uma das distribuições de probabilidade mais interessantes é a Distribuição Normal.

Uma importante caracteŕıstica da Distribuição Normal é que ela pode ser usada como

aproximação para o cálculo de outras distribuições, quando há um grande número de

observações. Esse fato é devido ao Teorema Central do Limite, que afirma que quando o

tamanho da amostra aumenta, a distribuição amostral da sua média aproxima-se cada vez

mais de uma distribuição normal (Devore, 2011). Um exemplo de curva de distribuição

normal está na Figura 4.2.

Figura 4.2: Distribuição Normal com média 0 e variância 1.
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Considerando uma média µ e desvio padrão σ, todas as distribuições normais têm as

seguintes propriedades: (i) 68.27% das observações estão a menos de ±1σ da média µ; (ii)

95.45% das observações estão a menos de ±2σ de µ; e (iii) 99.73% das observações estão

a menos de ±3σ de µ. Esta regra é conhecida como regra 68-95-99 ou regra emṕırica.

Assim, pode-se observar que na distribuição normal na maior parte das variáveis existe

um valor central, representado pela média, em torno do qual se situam a maioria dos

indiv́ıduos e, à medida que toma-se valores mais afastados da média, observa-se que os

indiv́ıduos são menos frequentes.

O teste Z é um teste estat́ıstico usado para inferir se a diferença entre as médias

de uma amostra de uma população, que seguem a Distribuição Normal, é significante

estatisticamente. Como as bases de imagens usadas neste trabalho são suficientemente

grandes (n > 100) (Glaser, 2001), foi usado o teste Z para a mineração de regras de

associação estat́ıstica.

Uma extensão das técnicas propostas por Aumann & Lindell (1999) para discriminação

de imagens médicas é proposta por Ribeiro et al. (2009a), e está descrita a seguir.

O algoritmo StARMiner

Ribeiro et al. (2009a) propôs o algoritmo StARMiner (Statistical Association Rule Miner)

para selecionar caracteŕısticas. O StARMiner é um algoritmo supervisionado que usa

regras de associação estat́ısticas para encontrar regras de associação que selecionem o

conjunto mı́nimo de caracteŕısticas que preservem a habilidade de diferenciar imagens de

acordo com suas categorias (classes). Este algoritmo trabalha com regras de associação

empregando diretamente os dados cont́ınuos, sem discretizá-los. Isto é feito por meio

da associação das classes a caracteŕısticas com alto poder para discriminar imagens. A

formalização deste algoritmo está descrita abaixo, conforme Ribeiro et al. (2009b).

Seja T a base de dados de imagens, xj uma classe de imagem, Txj ∈ T o subconjunto

de imagens da classe xj e fi a i-ésima caracteŕıstica do vetor de caracteŕısticas F . Seja

µfi(Z) e σfi(Z), respectivamente, a média e o desvio padrão dos valores de caracteŕısticas

fi no subconjunto de imagens Z. O algoritmo usa três limiares definidos pelo usuário:

• γmin: a confiança mı́nima para rejeitar o teste de hipótese

H0 : µfi(Txj) = µfi(T − Txj), (4.4)

onde a média µfi(Txj) e µfi(T − Txj) são estatisticamente diferentes;

• ∆µmin: a diferença mı́nima permitida entre a média dos valores da caracteŕıstica fi

nas imagens da classe xj e a média dos valores de fi no restante da base;

• ∆σmax: o desvio padrão máximo permitido de fi em uma dada classe.
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O algoritmo StARMiner minera regras na forma:

xj → fi (4.5)

se a hipótese H0 for rejeitada e se as condições dadas nas Equações 4.6 e 4.7 forem

satisfeitas.

|µfi(Txj)− µfi(T − Txj)| ≥ ∆µmin (4.6)

|σfi(Txj)| ≥ ∆σmax (4.7)

Uma regra xj → fi retornada pelo algoritmo, relaciona uma caracteŕıstica fi com uma

classe xj, onde os valores de fi têm um comportamento estatisticamente diferente em

imagens da classe xj. Esta propriedade indica que fi é uma caracteŕıstica interessante

para diferenciar imagens da classe xj de outras classes. As caracteŕısticas retornadas

na regra minerada pelo StARMiner têm um comportamento particular e uniforme em

imagens de uma dada categoria. Isto é importante, pois as caracteŕısticas que apresentam

comportamento uniforme para toda imagem na base de dados, independentemente da

categoria da imagem, não contribuem para caracterizá-la e devem ser eliminadas. Assim,

as regras geradas são úteis para revelar a relevância das caracteŕısticas das imagens. Estas

regras são empregadas para realizar seleção de caracteŕısticas de valores cont́ınuos.

O StARMiner é apresentado no Algoritmo 3. O algoritmo realiza duas varreduras

na base de dados. Na primeira, o valor da média de cada caracteŕıstica é calculado

(linhas 1 a 6). Na segunda varredura (linhas 7 a 16), os valores do desvio padrão e do

Z-valor são calculados para cada caracteŕıstica. Nas linhas 11 e 12 são processadas as

restrições de interesse. Se a regra satisfizer os limiares ∆µmin, σmax e γmin fornecidos como

parâmetros de entrada pelo usuário, ela é retornada, caso contrário, ela é descartada. A

complexidade do algoritmo StARMiner é Θ(ckN), onde N é o número de instâncias da

base, k é o número de caracteŕısticas, e c é o número de categorias (Ribeiro et al., 2009a).

É importante observar que este algoritmo é senśıvel aos limiares da entrada fornecidos

pelo usuário, sendo que pequenas variações podem ocasionar resultados bem diferentes

em cada execução do algoritmo.

A outra tarefa abordada neste trabalho é a de classificação, apresentada e discutida

na próxima seção.
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Algoritmo 3: Algoritmo StARMiner

Dados: Base de dados T de tuplas de imagens estruturadas como {xj, f1, f2,...,fn}
onde xj representa a categoria da imagem e fi uma caracteŕıstica da
imagem; limiares ∆µmin, σmax e γmin

Resultado: As regras mineradas
Percorra a base de dados T ;1

para cada caracteŕıstica fi faça2

para cada categoria xj faça3

calcule µfi(Txj) e µfi(T − Txj) ;4

fim5

fim6

Percorra a base de dados T ;7

para cada caracteŕıstica fi faça8

para cada categoria xj faça9

calcule σfi(Txj) e σfi(T − Txj) ;10

calcule o valor Zij ;11

se (µfi(Txj)− µfi(T − Txj)) ≥ ∆µmin e σfi(Txj) ≤ σmax e (Zij < Z1 ou12

Zij > Z2) então
escreva xj → fi, µfi(Txj), µfi(T − Txj), σfi(Txj), σfi(T − Txj) ;13

fim14

fim15

fim16

4.3 Classificação

Data mining tem sido aplicado com sucesso em diferentes campos do esforço humano,

incluindo marketing, operações bancárias, relacionamento com o cliente, engenharia e

várias áreas da ciência. Entretanto, suas aplicações à análise de dados médicos tem sido

limitada até recentemente. Isto é particularmente verdade em aplicações práticas em

cĺınica médica, que pode se beneficiar de abordagens de mineração de dados espećıficas

que permitem realizar modelagem preditiva, explorar o conhecimento avaliado no domı́nio

cĺınico e explicar decisões propostas, uma vez que os modelos são usados para apoiar

decisões cĺınicas. O objetivo de mineração de dados preditiva em cĺınica médica é derivar

modelos que podem usar informações espećıficas do paciente para predizer a sáıda de

interesse e assim apoiar a tarefa de tomada de decisão. Métodos de mineração de dados

preditiva podem ser aplicados na construção de modelos de decisão para procedimentos

tais como prognóstico, diagnóstico e planejamento de tratamento, o qual, uma vez avaliado

e verificado, pode ser inserido em sistemas de informação cĺınica.

Modelos de predição em cĺınica médica são ferramentas para auxiliar a tomada de

decisão que combina dois ou mais itens de dados do paciente para predizer sáıdas

cĺınicas” (Wyatt & Altman, 1995; Bellazzi & Zupan, 2008). Tais modelos podem ser

usados em diversos contextos cĺınicos por médicos e podem permitir uma reação de
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prontidão a situações desfavoráveis. Mineração de dados pode contribuir efetivamente

ao desenvolvimento de modelos preditivos clinicamente úteis graças a pelo menos três

aspectos inter-relacionados: (a) uma abordagem compreensiva e vantajosa à análise

de dados que envolve a aplicação de métodos e abordagens vindas de diferentes áreas

cient́ıficas; (b) a capacidade de exploração de tais modelos; (c) a capacidade de usar o

domı́nio do conhecimento no processo de análise dos dados.

Modelos preditivos devem modelar probabilidades e, sempre que posśıvel, devem

informar intervalos de confiança. Muitos dos métodos de mineração de dados informam as

probabilidades da sáıda. Entretanto, poucas das toolboxes de mineração de dados incluem

implementações que permitam informar a confiança dos intervalos de probabilidade

preditos.

Métodos de mineração de dados preditiva originam de diversos campos de pesquisa e

geralmente usam abordagens de modelagem muito diversas. Devem ser comparados na

base levando em consideração (Bellazzi & Zupan, 2008):

• tratamento de rúıdos e falta de dados;

• tratamento de diferentes tipos de atributos (categórico, ordinal, cont́ınuos);

• a apresentação de modelos de classificação que podem ou não permitir que o

especialista no domı́nio examine e compreenda o trabalho interno;

• a redução do número de testes, i.e., a redução de atributos necessária para derivar

a conclusão;

• o custo computacional para indução e o uso de modelos de classificação;

• sua habilidade em explicar as decisões alcançadas quando os modelos são usados na

tarefa de tomada de decisão;

• generalização, i.e., a habilidade de executar bem com casos não analisados anteri-

ormente.

Segundo Kantardzic (2011), a classificação de dados ocorre em duas etapas: modela-

gem e avaliação. Na etapa de modelagem é constrúıdo o modelo para descrever a base de

dados e na fase de avaliação é verificado se a acurácia do modelo é aceitável para que o

classificador possa ser usado para classificar futuros objetos cuja classe seja desconhecida.

Maiores detalhes sobre a modelagem e a avaliação de classificadores estão descritos na

seção 4.4.

A seguir estão descritos alguns classificadores que são bastante usados na literatura.
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C4.5

O C4.5 é um dos algoritmos mais usados baseado em árvore de decisão para resolver a

tarefa de mineração de dados. O C4.5, desenvolvido por Quinlan (1993), basicamente é

uma versão melhorada do algoritmo ID3, que também foi proposto por Quinlan (1986).

O C4.5 tem caracteŕısticas adicionais tais como lidar com valores ausentes, categorização

de atributos cont́ınuos (por meio da discretização dos dados), poda de árvores de decisão,

derivação de regras e outros (Mazid et al., 2010). O algoritmo constrói, na fase de

treinamento, uma grande árvore considerando os valores de todos os atributos da amostra,

e finaliza a regra de decisão pela poda. O C4.5 usa uma abordagem de heuŕıstica para a

poda, baseada na significância estat́ıstica das divisões.

A construção básica da árvore de decisão é: (1) Os nós que são raiz estão no topo da

árvore, considerando todos as amostras e selecionado os atributos que são mais relevantes.

(2) A informação da amostra é passada aos nós subsequentes, os nós filhos, os quais

eventualmente terminam em nós folhas, que contém a informação de decisão (resposta

final). (3) As regras são geradas pelo caminho que vai do nó raiz ao nó folha.

Um dos maiores desafios dos usuários do C4.5 é trabalhar com uma quantidade de

dados muito grande e ter eficiência computacional. Na maioria das vezes é muito dif́ıcil

lidar com os dados quando a dimensionalidade aumenta enormemente durante o processo

de generalização de regra. É necessário considerar algumas questões como profundidade

da árvore de decisão, tratamento de dados cont́ınuos, métodos de seleção para escolher os

atributos mais significativos, valores ausentes, etc (Mazid et al., 2010).

Os dados cont́ınuos passam por um processo de discretização dos dados. Quanto às

medidas usadas para a seleção de atributos, o C4.5 usa o conceito de Informação de

Entropia (Wu et al., 2007).

1-R

O algoritmo 1R, proposto por Holte (1993), é um classificador baseado em regras que

classificam um objeto/imagem em uma base com um único atributo. É considerado como

uma árvore de decisão de um ńıvel, e envolve discretização de atributos. No algoritmo de

discretização, os limites dos intervalos (pontos de corte) são ajustados de acordo com a

informação de classe das instâncias. Entretanto, este método produz um grande número

de intervalos que ainda podem ser reduzidos, conforme é mostrado no trabalho de Ribeiro

et al. (2008a). Assim, a vantagem deste classificador é que classifica um objeto baseado

em uma única regra, a qual utiliza apenas um único atributo, e a desvantagem é que usa

discretização dos dados cont́ınuos, o que pode gerar inconsistências na regra gerada.
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Naive Bayes

O classificador naive Bayes (Rish, 2001) é um classificador que usa uma abordagem

probabiĺıstica baseada no teorema de Bayes para predizer a classe. É baseado no

prinćıpio de Maximização à Posteriori (MAP). Apesar de sua simplicidade, mantém sua

performance comparável com outras abordagens mais sofisticadas (Bellazzi & Zupan,

2008). Quando é superado por outros algoritmos mais sofisticados na performance da

predição, isto geralmente indica a presença de interações não lineares entre os atributos.

AdaBoost

O AdaBoost (ADAptative BOOSTing) é um classificador que combina de forma linear um

conjunto de funções simples de classificação, chamadas de classificadores “fracos” para

construir um classificador “forte”. Um classificador forte é composto por um conjunto

de classificadores fracos, os quais estão associados a pesos que classificam com maior

precisão dois conjuntos de dados com a classe conhecida (pré-rotulados), nos quais as

caracteŕısticas com pesos maiores são mais significativas para a classificação de exemplos

definidos como parte de um certo conjunto. Assim, o classificador AdaBoost (Freund &

Schapire, 1997) basicamente seleciona várias amostras aleatoriamente da base e constrói

um modelo de classificação para cada amostra. O conjunto de treinamento é mudado

baseado no resultado dos modelos anteriores. A classificação final é a classe que tiver

maior ocorrência nos outros modelos (Edelstein, 1999).

1-NN

O algoritmo dos k vizinhos mais próximos (k nearest neighbor - k-NN) é inspirado na

abordagem frequentemente tomada pelo domı́nio dos especialistas que tomam decisões,

baseado em casos semelhantes já vistos anteriormente (Hastie et al., 2011; Bellazzi &

Zupan, 2008). Um objeto é classificado pela maioria de votos de seus vizinhos, ou seja,

ele é classificado pela classe mais comum entre os seus k vizinhos. k deve ser um número

inteiro positivo, geralmente pequeno. Quando k = 1, então o objeto simplesmente recebe

a mesma classe de seu vizinho mais próximo. Em problemas de classificação binária

(duas classes) é interessante que a escolha de k seja um número ı́mpar, para assim evitar

o empate de votos (Phyu, 2009).

Assim, dada uma instância do dado, o classificador dos k-vizinhos mais próximos

busca por k instâncias de treinamento mais semelhantes e classifica baseado em sua

classe predominante. A busca pelas instâncias mais semelhantes pode ser lenta e requer

a recuperação de um conjunto de treinamento completo no momento da classificação.

Entretanto, é um dos algoritmos mais usados por causa de ser fácil de ser compreendido

e fácil de implementar e, apesar de sua simplicidade, o k-NN gera resultados satisfatórios

em muitas situações (Wu et al., 2007).
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Os métodos listados acima são frequentemente uma parte integral do mais moderno

conjunto de mineração de dados e, sozinhos ou em combinação com pré-processamento,

geralmente funcionam bem e suficientemente rápidos. Com relação a dados cĺınico, as

maiores diferenças podem surgir na performance da predição e na interpretação dos

resultados.

A seguir é discutido o classificador associativo, que é o interesse deste trabalho.

4.3.1 Classificação associativa

Recentemente, métodos de classificação associativa têm recebido bastante atenção (Zhang

& Zhou, 2012). A classificação associativa integra o descobrimento de regras de associação

e classificação para construir um classificador para o propósito de predição.

Classificação associativa é um caso especial de descoberta de regras de associação

na qual apenas o atributo da classe é considerado no consequente (lado direito da

regra); por exemplo, em uma regra tal que X → Y , Y deve ser atributo da classe.

Uma das principais vantagens de usar classificação baseada em regras de associação

sobre abordagens de classificação clássica é que a sáıda de um algoritmo de classificação

associativa é representada em regras simples “Se-Então”, que facilitam a compreensão e

interpretação do usuário final. Além disso, diferentemente de algoritmos de árvores de

decisão (Mitchell, 1997), o primeiro pode atualizar ou ajustar uma regra em classificação

associativa sem afetar o conjunto completo de regras, considerando que a mesma tarefa

requer a reconstrução de toda a árvore na abordagem de árvore de decisão.

Logo, pode-se considerar que um classificador associativo é um mapeamento da forma

H : A → Y , onde A é um conjunto de itemsets e Y é o conjunto de classes. A principal

tarefa de classificação associativa é construir um conjunto de regras (modelo) que é capaz

de predizer as classes de dados não previamente vistos, conhecido como conjunto de teste,

tão preciso quanto posśıvel. Ou seja, o objetivo é encontrar um classificador h ∈ H que

maximize a probabilidade que h(a) = y para cada objeto teste.

É importante observar que uma tarefa de classificação associativa é diferente do desco-

brimento de regras de associação. A diferença mais óbvia entre elas é que a classificação

associativa considera apenas o atributo classe nas regras consequentes. Entretanto, o

padrão permite valores de atributos múltiplos nas regras consequentes. A Tabela 4.8

mostra as principais diferenças entre classificação associativa e descoberta de regras de

associação, onde a prevenção de super ajustamento é essencial em classificação associativa,

mas não em descoberta de regras de associação. Super ajustamento geralmente ocorre

quando o algoritmo de descoberta de regras executa bem o conjunto de treinamento e

executa mal o conjunto teste. Isto pode ser devido a diversas razões tais como pequeno

número de objetos no conjunto de treinamento ou rúıdo.
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Tabela 4.8: As principais diferenças entre classificação associativa e descobrimento de
regras de associação (Thabtah, 2007)

Descoberta de regras de associação Classificação associativa
Não há atributo classe envolvido (apren-
dizado não supervisionado)

Uma classe deve ser dada (aprendizado
supervisionado)

O objetivo é descobrir associações entre
itens em uma base de dados transacional

O objetivo é construir um classificador que
possa predizer as classes dos objetos do
conjunto teste

Pode haver mais que um atributo no con-
sequente de uma regra

Há apenas atributo (atributo classe) no
consequente de uma regra

Super ajustamento geralmente não é um
problema

Super ajustamento é um problema impor-
tante

Segundo Christopher (2011), as fases da classificação associativa são geração de regras,

poda de regras, ranqueamento ou ordenação de regras, construção do modelo e predição.

As duas últimas tarefas juntas são conhecidas como classificação. A geração de regras

na classificação associativa é uma tarefa dif́ıcil e requer muito processamento. Um rico

conjunto de regras é constrúıdo após a aplicação de estratégias adequadas de poda e

ranqueamento. O conjunto de regras, o qual é gerado a partir de um conjunto de

treinamento, é usado para construir o modelo. Este modelo é usado para predizer

(classificar) casos de teste presentes na base de dados de treinamento (Christopher, 2011).

A Figura 4.3 mostra um framework para a classificação associativa.

Dados de 
i

Ruleitems
f

Conjunto de 
l dtreinamento frequentes classes de regras 
de associação 

(CARs)

Passo 1: 
descobrimento 
de ruleitems

Passo 2: 
geração 
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Dados de teste Classificador
Passo 4: 
Predição

Figura 4.3: Fases da classificação associativa

Apesar de possúırem diferenças, a classificação associativa apresenta os mesmos

desafios da mineração de regras de associação que são a desvantagem de requerer a

discretização dos dados cont́ınuos antes de aplicar a mineração das regras de associação;

requerem que o usuário forneça limiares como parâmetro de entrada do algoritmo, o
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que pode ser uma tarefa muito árdua e exigir algum grau de expertise do usuário; e a

geração de muitos itemsets candidatos. Pesquisas recentes têm proposto novas abordagens

para lidar com estes problemas. Por exemplo, em Christopher (2011), uma abordagem

estat́ıstica para classificação associativa tem sido empregada para reduzir o número de

itemsets candidatos. Em Das & Vyas (2010) é apresentado um estudo de métodos de

discretização para classificadores associativos.

Em Baralis & Garza (2012) é proposto o algoritmo I-prune, que é uma abordagem de

poda de itens. O método seleciona os itens desinteressantes considerando o valor de uma

medida interessante e os poda e deleta. Assim, o número de regras extráıdas é reduzido

e o tempo de geração do modelo diminui.

Outras variações de classificadores associativos estão descritas em Antonie et al. (2009).

Essas variações consideram a mineração de conjuntos de dados com itens recorrentes,

usando regras de associação negativa, e regras de poda usando técnicas baseadas em

grafos. Neste trabalho os autores ainda apresentam um sistema, o ARC-UI que possui

uma interface que apresenta ao usuário o relacionamento entre os atributos, regras e

classes do conjunto de regras e analisa o conjunto de treinamento com respeito ao item a

ser classificado.

Heravi & Zäıane (2010) apresentaram 53 medidas interessantes para classificadores

associativos, além das medidas de suporte e confiança, e realizaram experimentos usando

várias bases de dados do repositório UCI, observando o número de regras geradas e a

acurácia do classificador. Eles chegaram à conclusão de que não há uma única medida

que proporcione resultados interessantes para todas as bases de dados.

Na última década, diversos trabalhos têm aplicado ou desenvolvido classificadores

associativos para sistemas de apoio ao diagnóstico. Para classificação e detecção de câncer

de mama, Dua et al. (2009) usou regras de associação ponderadas para a classificação

de mamogramas. Foram extráıdas caracteŕısticas de textura de regiões de interesse

e os valores foram discretizados para a descoberta de regras. Regras de associação

foram derivadas entre vários componentes de textura a partir da imagem segmentada

e empregada para a classificação baseada em suas dependências intra e inter classe.

Ribeiro et al. (2008b) propuseram o método IDEA (Image Diagnosis Enhancement through

Association Rules) para classificar regiões de interesse de mamografias e para classificar

os tecidos das mamas. Este método incorpora um algoritmo que realiza simultaneamente

a seleção de caracteŕısticas e a discretização, e um algoritmo de classificação associativa,

chamado ACE (Associative Classifier Engine), o qual sugere múltiplas palavras-chave

para compor o diagnóstico de uma imagem. Já Ganesan et al. (2011) apresentaram uma

revisão de classificadores associativos desenvolvidos para a tarefa de aux́ılio ao diagnóstico

de câncer de mama.

Jose et al. (2012) propuseram o uso de um classificador associativo para auxiliar no

diagnóstico de rim, em rim normal, com cisto cortical ou medical renal. Primeiramente o
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método seleciona e discretiza as caracteŕısticas. Depois, o algoritmo Apriori-T (Agrawal

& Srikant, 1994) é usado para gerar as regras. Por fim, as regras são fornecidas a um

classificador bayesiano para a classificação das imagens.

Rajendran & Madheswaran (2012) desenvolveram um sistema de aux́ılio ao diagnóstico

de tumor em cérebro, considerando as classes normal, benigno e maligno. Primeiramente

as caracteŕısticas são extráıdas e discretizadas. Eles propuseram uma adaptação do

algoritmo Apriori para gerar as regras, realizar a poda e construir o classificador. Os

resultados experimentais de pré-diagnóstico mostraram até 97% de sensibilidade, 91% de

especificidade e 98,5% de acurácia.

Pode-se observar que a maioria dos classificadores associativos propostos usam

discretização de dados e muitos usam extensões ou o próprio algoritmo Apriori, o que

necessita que os usuários forneçam como parâmetro de entrada limiares como suporte e

confiança.

Um outro aspecto importante da mineração de imagens é a avaliação e interpretação

dos resultados, que estão apresentadas na próxima seção.

4.4 Avaliação e interpretação dos resultados

Dentre os estudos realizados para a realização deste trabalho, observou-se que há uma

interseção de métodos de avaliação usados tanto para avaliação, organização e seleção

de sistemas de diagnóstico e/ou predição quanto na área de aprendizagem de máquina e

mineração de dados, para as quais os mesmos métodos são usados como uma ferramenta

útil e poderosa para a avaliação de modelos de classificação.

Uma importante regra em construção e avaliação de modelos preditivos (classificação)

e de execução de sistemas CAD é que estes nunca devem ser constrúıdos e testados sobre o

mesmo conjunto de dados. Para isto, técnicas como validação cruzada (cross-validation)

são usadas, mas também pode-se dividir o conjunto de dados em dois: o primeiro, geral-

mente chamado de conjunto de aprendizagem, ou treinamento, é usado para comparar

diferentes algoritmos de mineração de dados, estimar sua performance usando algumas

métricas estat́ısticas, encontrar o melhor conjunto de parâmetros para categorização de

caracteŕısticas, seleção e métodos de aprendizagem e selecionar a técnica de modelagem

que obteve a melhor performance. Usando esta técnica, um modelo final é desenvolvido

a partir de um conjunto de aprendizagem completo e testado em um segundo conjunto

de dados, geralmente chamado conjunto de validação ou teste. A divisão dos dados

pode ser arbitrária ou baseada em tempo ou na classe das instâncias dos dados (Bellazzi

& Zupan, 2008). O propósito do teste é acessar a generalização e robustez dos sistemas.

Para separar os conjuntos de aprendizagem e validação é necessário estimar a

performance da predição. Modelos de mineração de dados podem ser complexos e em casos

extremos podem “relembrar” cada instância dos dados que aprenderam. Tais modelos
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executam perfeitamente sobre os dados que foram usados para a aprendizagem, mas não

com um novo caso que não se iguale a alguma das instâncias dos dados do conjunto de

aprendizagem. É dito que tais modelos não tiveram uma boa generalização devido a

um super ajustamento dos dados (overfitting). As técnicas de mineração de dados mais

recentes incluem mecanismos eficientes para evitar o super ajustamento, como poda em

árvores de decisão, limitar a complexidade para as redes neurais, e apenas a seleção de

regras mais significantes para modelagem de regras de decisão. Entretanto, apenas a

avaliação de um conjunto de dados independente pode garantir que a boa performance

não resulte em super ajustamento.

Modelos preditivos podem ser avaliados com base em sua performance preditiva

e compreensibilidade. Performance preditiva é mais fácil de quantificar e estat́ısticas

t́ıpicas incluem métricas tais como sensibilidade, especificidade e acurácia da classificação.

Compreensibilidade é uma medida subjetiva que é calculada participando do domı́nio dos

especialistas. Como isto pode ser muito dif́ıcil, os modelos geralmente preferem encontrar

respostas para questões do tipo:

• Dado dois modelos, qual é o mais fácil de ser entendido?

• Qual deles explica melhor as decisões?

• Qual deles faz com que os especialistas tenham mais confiança em usar?

Se compreensibilidade e explicação são levados em consideração, os algoritmos de mi-

neração de dados podem ser classificados primeiramente usando a performance estat́ıstica

preditiva e, então, os especialistas no domı́nio podem selecionar o modelo final, dentre os

melhores classificados, baseado em sua compreensibilidade e habilidade de explicação.

Como mencionado anteriormente, para estimar essas estat́ısticas que avaliam a

performance preditiva, uma abordagem vantajosa é aplicar a estratégia hold-out : um

subconjunto para o conjunto de aprendizagem, o conjunto de treinamento, é usado para

construir o modelo, enquanto outro subconjunto, o conjunto de teste, é usado para estimar

a acurácia do modelo. Entretanto, o procedimento de hold-out é um pouco ineficiente.

Uma estratégia t́ıpica é treinar com dois terços dos dados do conjunto e então testar com o

um terço restante. Tal estratégia pode não ser aplicável a um conjunto com poucos dados

pois os algoritmos para aprendizagem do modelo prognóstico pode ter problemas devido

ao reduzido conjunto para treinamento, enquanto que o conjunto teste pode ser ainda

insuficiente para alcançar os limites do intervalo de confidência desejados. Um método

para tratar esses problemas é a k-fold cross-validation. Com a validação cruzada, os

dados são divididos em um número k de subconjuntos os quais contêm aproximadamente

um número igual às instâncias dos dados e aproximadamente combinam a distribuição

da sáıda do conjunto de treinamento (validação cruzada estratificada). Tipicamente, o

conjunto de treinamento é dividido em dez subconjuntos (10-fold cross validation). Então,
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os dados dos nove subconjuntos são usados para a modelagem enquanto o subconjunto

restante é usado para testar o modelo resultante e avaliar a estat́ıstica. O processo de

treinamento e teste é repetido dez vezes, sendo que cada vez é usado um subconjunto

diferente para o teste. Médias estat́ısticas são então feitas e caracterizam o método

modelado. Além da validação cruzada, outras abordagens de divisão dos dados podem

ser usadas tais como ‘leave-one-out’ cross validation (onde k = 1 na validação cruzada),

random sampling, bootstrap, dentre outros (Han & Kamber, 2006; Bellazzi & Zupan, 2008;

Arimura et al., 2009).

Uma atenção especial deve ser dada aos parâmetros de estimação. A maioria

dos métodos de mineração de dados dependem de um conjunto de parâmetros que

definem o comportamento do algoritmo de aprendizagem e, diretamente ou indiretamente,

influenciam na complexidade dos modelos resultantes. Por exemplo, o grau de poda

pode ser feito por indução de árvores de decisão, o número de unidades na camada

oculta pode ser ajustada para feed-forward nos modelos de redes neurais e o ńıvel

requerido da significância estat́ıstica pode ser definido por regras de decisão. Enquanto

a descoberta do melhor conjunto de parâmetros pode ser caracterizada como uma busca

no espaço de parâmetros que aplica algumas otimizações em técnicas do estado da arte,

profissionais geralmente definem um conjunto dos valores mais prováveis de parâmetros

e, novamente por meio da validação cruzada, avaliam cada conjunto separadamente para

encontrar o melhor. A avaliação dos métodos de mineração de dados, então, permite

não apenas a classificação das técnicas de mineração de dados, mas também identifica

o conjunto apropriado de parâmetros a ser usado. Observe também que a classificação

das caracteŕısticas, seleção de um subconjunto e construção podem ter seus próprios

parâmetros, o que também requer otimização (Bellazzi & Zupan, 2008).

A seguir são descritos alguns métodos de avaliação que visam medir a efetividade dos

resultados de classificação em mineração de dados e sistemas CAD.

Método taxa do erro

Com esse método, o classificador simplesmente prediz a classe de um dado do conjunto

teste. Se for correta, será contado como sucesso, caso contrário, isso será contado como

um erro. A taxa do erro sobre o conjunto teste mede a acurácia preditiva do classificador

e pode ser calculada de acordo com a Equação 4.8.

Taxa-erro =
número de casos de erro

número total de casos no conjunto teste
(4.8)

Existem várias situações em que a taxa de erro de classificação não é apropriada para

a avaliação de modelos de classificação (Prati et al., 2008). Uma situação comum se dá

quando o número de exemplos em cada uma das classes é muito desbalanceado. Além

disso, a taxa de erro assume custos iguais para os erros tanto para a classe majoritária
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quanto para a classe minoritária. Em medicina, o custo de classificar incorretamente um

paciente doente como sadio para uma dada doença grave é muito maior do que classificar

um paciente sadio como doente pois, no primeiro caso, a falha no diagnóstico pode levar

à morte do paciente.

Matriz de confusão

Para classificação binária, que leva em conta duas classes no conjunto de treinamento,

um método comum é chamado matriz de confusão. Este método leva em consideração o

custo de predições erradas. A matriz de confusão é semelhante aos métodos de precisão

e revocação, os quais contêm informação sobre classificações preditas e atuais feitas pelo

classificador (Thabtah, 2007).

Tabela 4.9: Matriz de confusão

Predito
Negativo Positivo

Classe Negativo TN FP
Positivo FN TP

A Tabela 4.9 representa uma matriz de confusão, a qual contém informações

sobre classificações atuais e preditas feitas por um classificador. TP corresponde aos

verdadeiros-positivos que representam o número de casos em que um objeto é positivo.

FN (falso-negativo) representa o número de predições incorretas que um objeto é negativo.

TN (verdadeiro-positivo) representa o número de predições corretas que um objeto é

negativo. FP (falso-positivo) representa o número de predições incorretas que um objeto

é positivo. Baseado na matriz de confusão apresentada na Tabela 4.9, a seguir são

apresentadas algumas medidas considerando duas classes.

A acurácia, ou precisão total é a proporção dos casos no conjunto teste que foram

corretos.

acurácia =
TN + TP

TN + FP + FN + TP
(4.9)

A sensibilidade, ou precisão da classe positiva, é a proporção dos casos positivos que

foram corretamente classificados.

sensibilidade =
TP

FN + TP
(4.10)

A taxa de erro da classe negativa (TFP) é a proporção de casos negativos que

foram classificados incorretamente como positivos:

TFP =
FP

TN + FP
(4.11)
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A especificidade, ou precisão da classe negativa, é definida como a proporção de

casos negativos que foram classificados corretamente:

especificidade =
TN

TN + FP
(4.12)

A taxa de erro da classe positiva (TFN) é a proporção de casos positivos que

foram incorretamente classificados como negativos:

TFN =
FN

FN + TP
(4.13)

É importante ressaltar que os valores ótimos devem alcançar 100% de sensibilidade e

100% de especificidade.

4.5 Considerações finais

Neste caṕıtulo foram discutidos os principais tópicos de mineração de dados e de imagens

explorados neste trabalho. A mineração de imagens é um processo complexo, envolvendo

o tratamento das imagens, como processamento e extração de caracteŕısticas (abordados

no Caṕıtulo 2), e a etapa de descoberta de conhecimento a partir dos dados. O foco deste

trabalho é a tarefa de associação, usada tanto para extrair padrões quanto para a etapa

de classificação. Esta tarefa foi escolhida devido ao fato de as regras por ele geradas serem

intuitivas.

A partir do próximo caṕıtulo são apresentados os métodos desenvolvidos nesta tese,

os quais abordam métodos de representação de imagens e classificadores associativos.
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Caṕıtulo

5
Desenvolvimento de extratores de

caracteŕısticas de forma usando redes
complexas

Como foi visto anteriormente no Caṕıtulo 4, a primeira fase de um sistema de mineração

de imagens é a preparação da base de dados de imagens e a extração de suas caracteŕısticas

para representação de imagens.

A literatura apresenta vários métodos para analisar imagens e objetos usando o

contorno da forma, como é descrito no Caṕıtulo 2, e a base da maioria deles considera

o contorno como uma cadeia de pontos conectados. Nesta abordagem, a sequência de

pontos na fronteira é importante, já que é usada para extrair o descritor de forma que

seja capaz de caracterizar a forma da imagem.

Backes et al. (2009), Backes (2010) e Casanova et al. (2013) propõem o uso de redes

complexas para caracterizar o contorno da imagem, considerando o contorno como um

conjunto de pontos e modela este conjunto como um grafo. Dessa maneira, o método por

eles proposto não necessita que os pixels sejam adjacentes e sequenciais, já que o modelo

de grafo apenas leva em consideração a distância entre os elementos do contorno. As

caracteŕısticas topológicas são derivadas a partir da dinâmica do crescimento da rede, as

quais estão relacionadas aos aspectos f́ısicos da rede. A desvantagem deste método é que

a rede precisa ser recriada para cada ‘evolução dinâmica’, a partir de diferentes limiares

incrementais.

Neste caṕıtulo é apresentado um novo extrator de caracteŕısticas que usa redes

complexas e cria apenas um modelo de grafo para cada imagem. Primeiramente a imagem

59
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é segmentada e seu contorno é modelado em uma rede livre de escala. Medidas topológicas

da rede criada são usadas para compor o vetor de caracteŕısticas. Aqui foram propostos

quatro vetores de caracteŕısticas, baseados nas medidas de grau do vértice, força do vértice

e grau de junção. Cada um dos descritores propostos foram analisados e foi verificado

quais medidas topológicas extráıdas caracterizaram melhor as imagens.

A inovação deste método está em modelar o contorno da imagem em uma rede

complexa livre de escala e a grande vantagem deste novo extrator é que o vetor de

caracteŕıstica produzido é pequeno, quando comparado a vetores produzidos usando

momentos de Zernike e texturas de Haralick, por exemplo. A dimensão do vetor depende

do número de medidas que irão ser extráıdas da rede, sendo que os experimentos realizados

mostraram que um vetor composto por apenas duas caracteŕısticas é suficiente para

caracterizar bem as imagens. Além disso, também há um aumento na precisão da

classificação de imagens com o uso do novo descritor. Dessa maneira, o novo extrator lida

com o problema da maldição da dimensionalidade. Os experimentos também mostram que

os descritores gerados tendem a ser invariantes à escala, rotação e a pequenas deformações.

Para a análise do método desenvolvido são apresentados quatro estudos de caso,

sendo o primeiro relativo a objetos em diversas rotações; o segundo é constitúıdo de

objetos em diversas rotações, escalas e também com pequenas deformações não-ŕıgidas; o

terceiro estudo de caso inclui uma base de objetos diversos; e o quarto e último estudo

de caso envolve uma base real de regiões de interesse de massas benignas e malignas

em mamografias digitais, que serviram para desenvolver um protótipo de um sistema de

aux́ılio ao diagnóstico de câncer de mama, que é o objetivo deste trabalho.

Vale ressaltar que parte dos resultados apresentados neste caṕıtulo, relativos ao estudo

de caso de aplicação do extrator de caracteŕıstica desenvolvido em um conjunto de dados

médicos, foram publicados na forma de artigo cient́ıfico no SPIE Medical Imaging 2012

(Watanabe et al., 2012b).

A seguir, está descrito o extrator de caracteŕısticas proposto.

5.1 Descrição do método: modelando imagens como

uma rede livre de escala

Na literatura, são realizadas propostas de modelagem de imagens usando redes complexas,

mas nenhuma delas representa imagens como um modelo livre de escala. O método aqui

proposto apresenta a modelagem de uma imagem em uma rede complexa livre de escala, a

partir de seu contorno e de seu esqueleto. O Algoritmo 4 apresenta os passos para realizar

esta modelagem.
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Algoritmo 4: Modelagem da imagem em uma rede complexa livre de escala

Dados: Imagem segmentada binarizada
Resultado: Imagem modelada em uma rede complexa livre de escala
Obter o contorno C com a aplicação do filtro laplaciano 3x3;1

Obter o esqueleto S;2

para cada ponto si do esqueleto faça3

Encontrar o ponto cj de C mais próximo de si;4

Atualizar a matriz de adjacências ponderada e não direcionada:5

W (i, j) = W (j, i) = d(si, cj);
fim6

retorna A matriz de adjacências W7

A entrada do algoritmo é uma imagem previamente segmentada e binarizada. Os

métodos de binarização e segmentação aplicados devem ser adequados a cada tipo de

imagem. Depois de segmentada e binarizada a imagem, o primeiro passo na modelagem é

obter o esqueleto e o contorno da forma da imagem binarizada (linhas 1 e 2 do algoritmo).

O contorno C (linha 1) é obtido pela convolução da imagem binarizada com um filtro

laplaciano 3x3, o qual é um operador escalar baseado na derivada de 2a ordem usado para

detecção de bordas:  0 1 0

1 −4 1

0 1 0

 . (5.1)

Na linha 2, o esqueleto1 é obtido por meio da remoção dos pixels do contorno dos

objetos, mas não permitindo que os objetos se ‘quebrem’. Os pixels que restam formam

o esqueleto da imagem. Assim, os objetos são reduzidos a linhas, sem mudar a essência

estrutural da imagem.

O segundo passo é realizar a modelagem de uma rede complexa livre de escala a partir

do contorno e do esqueleto da imagem (linhas 3, 4, 5 e 6 do Algoritmo 4). Considere

que o contorno seja representado como C = [c1, c2, ..., cn], onde cada cj é um vetor na

forma ci = [xi, yi], cujos componentes são valores numéricos discretos representando as

coordenadas do ponto j do contorno. Seja S = [s1, s2, ..., sm] os pontos do esqueleto,

também representando as coordenadas do ponto i do esqueleto.

A rede é criada da seguinte maneira. Primeiro, a rede é iniciada com todos os pontos

do esqueleto. Considere que todos os pontos da rede tem grau 0, i.e., inicialmente não há

arestas na rede, apenas nós. Então, cada ponto si do esqueleto S é conectado ao ponto

cj mais próximo de si. Neste trabalho foi usada a distância euclidiana para encontrar o

ponto mais próximo, mas outras funções de distância podem ser usadas. Dessa forma,

1Neste trabalho foi usada a implementação de obtenção do esqueleto que está descrita em Gonzalez
et al. (2003) e Zhang & Suen (1984).
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uma matriz de adjacências ponderada não direcionada é calculada como:

Wi,j = Wj,i = d(si, cj), 1 ≤ i ≤ |S|, (5.2)

onde d(si, cj) é a distância euclideana do ponto si ao seu vizinho mais próximo no contorno,

o ponto cj, e |S| é o número de pontos do esqueleto.

Observe que esta construção segue as duas regras básicas do modelo de rede de

Barabási-Albert: crescimento e ligação preferencial. O crescimento se dá com a adição de

novos nós do contorno a cada iteração, e a ligação preferencial é caracterizada pelos nós

do contorno mais próximos dos pontos do esqueleto. A rede constrúıda terá no máximo

2 ∗ |S| nós e terá exatamente 2 ∗ |S| arestas. Mas observe que, pela regra de ligar um

ponto do esqueleto ao ponto mais próximo do contorno, nem todos os pontos do contorno

farão parte da rede, e, além disso, alguns pontos do esqueleto serão ligados em um mesmo

ponto no contorno. Então, a rede sempre terá um número maior de arestas do que nós,

o que leva à criação de hubs. A Figura 5.1 mostra um exemplo da rede complexa livre de

escala gerada pelo método proposto. É posśıvel observar que alguns nós estão altamente

conectados enquanto outros têm poucas conexões. Em particular, os pontos do esqueleto

estão conectados a apenas um ponto no contorno, enquanto que os hubs que aparecem na

rede estão presentes nos pontos do contorno.

Contorno

Imagem binarizada
Rede complexa gerada

Esqueletoq

Figura 5.1: Rede complexa livre de escala

5.1.1 Descritores

Após modelada a rede complexa livre de escala, medidas topológicas da rede podem ser

extráıdas para comporem os vetores de caracteŕısticas. Neste trabalho foram propostos

descritores baseados no grau do vértice (nó), na força do vértice e no grau de junção.
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Descritor: Grau do Vértice - Grau

Este descritor é composto pelas medidas de grau máximo kκ (Eq. 3.5) e grau médio kµ

(Eq. 3.6). Entretanto, é necessário realizar a normalização do grau dos nós pelo número

de nós na rede (N). Esta normalização é realizada para reduzir a influência do tamanho

da rede sobre os descritores. Assim, este vetor de caracteŕısticas é composto por apenas

duas medidas [kκ, kµ].

Descritor: Força do Vértice - Força

Este vetor de caracteŕısticas é composto pelas medidas de força máxima do nó ms

(Eq. 3.8) e pela força média do nó as (Eq. 3.9). Logo, este vetor tem apenas duas

caracteŕısticas.

Descritor: Grau de Junção - Junção

Este vetor de caracteŕısticas é composto pela entropia H (Eq. 3.10), pela energia E (Eq.

3.11) e pela média do grau de junção P (Eq. 3.12). Essas medidas foram calculadas

a partir da rede livre de escala artificialmente modelada, como descrita no ińıcio desta

seção. Assim, o vetor de caracteŕısticas tem três atributos: [H,E, P ].

Descritor: Grau-Força-Junção - Completo

Este descritor é composto pela junção dos três descritores apresentados anteriormente. As-

sim, seu respectivo vetor de caracteŕısticas possui sete atributos: [kµ, kκ,ms, as,H,E, P ].

5.2 Experimentos

Nesta seção são apresentados 3 estudos de caso para mostrar que o modelo proposto

gera redes complexas livres de escala e também para mostrar a eficiência dos descritores

propostos. Cada estudo de caso está descrito da seguinte maneira:

• Descrição da base: é apresentada uma breve descrição da base de imagens,

contendo o número de imagens por classe, o local onde ela foi adquirida e algumas

caracteŕısticas visuais.

• Avaliação da rede complexa: nesta etapa são analisadas as redes complexas

geradas pelo modelo proposto de algumas imagens da base de imagens em estudo.

Nestas redes, busca-se a presença de hubs (nós com alto número de arestas).

Também é gerado e analisado o gráfico plotado em uma escala log-log do número

de arestas pelo número de nós (descrito na Seção 3.2.3). Neste gráfico é analisada

a distribuição das arestas, e, para ser uma rede livre de escala, precisa mostrar que
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a maioria dos nós têm poucas conexões e alguns têm um grande número de arestas.

A aparência deste gráfico deve tender a uma reta para redes com muitos nós.

• Análise dos descritores: para avaliar a eficiência dos descritores propostos (Grau,

Junção, Força, Completo), as caracteŕısticas das imagens são extráıdas e é usada

a abordagem 10-fold cross validation para as fases de treinamento e teste para a

classificação das imagens. O classificador usado foi o C4.5, o qual constrói uma

árvore de decisão na fase de treinamento. As medidas avaliadas foram a taxa de

acerto (precisão) da classificação total das imagens e a taxa de acerto de cada classe

individualmente. Nos casos onde a classificação era binária (para a base de Mama,

cuja classificação é massa maligna ou benigna), foram avaliadas também as medidas

de sensibilidade e especificidade. Essas medidas estão descritas na Seção 4.4.

Um descritor topológico simples, o qual foi denominado “Forma” nos experimentos

realizados, foi desenvolvido para comparação com os descritores propostos. Após a

binarização da imagem e a detecção da região de interesse, foram extráıdos da ROI de

cada imagem 11 valores para comporem o vetor de caracteŕısticas: área, tamanho do eixo

maior, tamanho do eixo menor, excentricidade, orientação, área convexa, área preenchida,

número de Euler, solidez, amplitude e peŕımetro, cujas definições estão apresentadas na

Seção 2.2.3.

O pipeline do framework desenvolvido para a avaliação do método proposto está apre-

sentado na Figura 5.2. Considerando primeiramente a fase de treinamento, inicia-se com

um conjunto de imagens. Para cada imagem, são realizados os seguintes passos. Primeiro

é realizada a segmentação e a binarização da imagem. Depois, são extráıdos o contorno

e o esqueleto da imagem. A partir do contorno e do esqueleto, a imagem é modelada em

uma rede complexa livre de escala. Após a modelagem, são extráıdas medidas topológicas

da rede criada, as quais serviram para compor o vetor de caracteŕısticas. Estes vetores

de caracteŕısticas extráıdos das imagens do conjunto de treinamento são usados para a

construção de uma árvore de decisão. Na fase de teste, uma nova imagem, diferente das

que foram usadas na fase de treinamento, é processada da mesma maneira que na fase

anterior, passando pela fase de segmentação e binarização, extração do contorno e do

esqueleto e modelagem da rede complexa livre de escala. O vetor de caracteŕıstica obtido

é então submetido à árvore de decisão constrúıda na fase anterior e a sáıda do sistema é a

classificação da nova imagem ou , no caso de um sistema de aux́ılio ao diagnóstico, uma

sugestão de diagnóstico.

Os descritores desenvolvidos foram comparados com outros descritores da literatura:

momentos de Zernike e estat́ısticas de Haralick, além do descritor de Forma descrito

anteriormente. Os vetores de caracteŕısticas gerados pelos momentos de Zernike foram

obtidos pelos polinômios de Zernike de ordem 30, compondo um vetor de caracteŕısticas

de 256 atributos. Já os descritores de Haralick foram compostos por 140 elementos obtidos
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C4.5 (Árvore de 
           Decisão)

Classificação

Imagens
Processamento

“Segunda
opinião”

FASE DE TREINAMENTO

FASE DE TESTE

Contorno C
Vetor de características

Vetor de características

Rede Complexa
      Livre de Escala

Esqueleto S

Contorno C

Rede Complexa Livre de Escala

Esqueleto S

Figura 5.2: Pipeline do framework desenvolvido.

segundo está detalhado em Felipe et al. (2003); Ribeiro (2008). Primeiramente, os ńıveis

de cinza das imagens foram reduzidos para 16 ńıveis. Uma matriz de co-ocorrência foi

gerada para cada imagem, para as direções de 0o, 45o, 90o e 135o, e para as distâncias 1, 2,

3, 4 e 5. Logo, foram produzidas vinte matrizes de 16×16 elementos inteiros por imagem.

Para cada matriz, foram calculados sete valores, descritos na Tabela 5.1, gerando assim,

os 140 atributos.

Tabela 5.1: Descritor de texturas de Haralick e posições dos valores no vetor de
caracteŕıstica (Felipe et al., 2003; Ribeiro, 2008).

Nome Equação Significado Posição
Step

∑
i

∑
j P (i, j) distribuição 1-20

Variância
∑

i

∑
j (i− j)2P (i, j) constraste 21-40

Entropia
∑

i

∑
j P (i, j) log(P (i, j)) suavidade 41-60

Energia
∑

i

∑
j P (i, j)2 uniformidade 61-80

Homogeneidade
∑

i

∑
j
P (i,j)
1+|i−j| homogeneidade 81-100

3o Momento
∑

i

∑
j (i− j)3P (i, j) distorção 101-120

Inversa da Variância
∑

i

∑
j
P (i,j)
(i−j)2 contraste inverso 121-140

5.2.1 Estudo de caso 1: Base ALOI

Para a validação deste novo extrator foram usadas bases de imagens heterogêneas, no

sentido de melhor validá-lo. Essa base de imagens foi coletada da Amsterdam Library

of Object Images (ALOI)2. Essas imagens já estão binarizadas e cada classe possui um

2http://staff.science.uva.nl/~aloi/

http://staff.science.uva.nl/~aloi/
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objeto sob diversos ângulos de visão, obtidos por rotações em um plano. Para maiores

detalhes desta base, ver Geusebroek et al. (2005).

A base ALOI preparada para este trabalho consiste em 222 imagens, sendo que cada

classe possui 74 imagens. Todas as imagens possuem resolução de 192 × 144 pixels. A

Figura 5.3 apresenta um exemplo de imagem de cada classe.

(a) (b) (c)

Figura 5.3: Exemplos de imagens da base ALOI para a classe 1, 2 e 3, respectivamente.

Avaliação da rede complexa gerada

As Figuras 5.4, 5.5 e 5.6 mostram a rede complexa gerada para as Figuras 5.3(a), 5.3(b)

e 5.3(c), respectivamente, e o gráfico na escala log log do número de arestas vs. o número

de nós.

Imagem binarizada

Esqueleto Contorno

Rede complexa

(a) (b)

Figura 5.4: Imagem da classe 1. (a) Modelagem da rede complexa e (b) gráfico na escala
log.

O modelo proposto gerou uma rede com 606, 833 e 447 nós, respectivamente para as

classes 1, 2 e 3, e os gráficos correspondentes apresentam a distribuição dos nós em relação

ao número de arestas. Pelos gráficos apresentados, é posśıvel ver que muitos nós possuem

poucas arestas e poucos nós possuem muitas arestas. Além disso, quanto maior o número
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Imagem binarizada

Esqueleto Contorno

Rede complexa

(a) (b)

Figura 5.5: Imagem da classe 2. (a) Modelagem da rede complexa e (b) gráfico na escala
log.

Imagem binarizada

Esqueleto Contorno

Rede complexa

(a) (b)

Figura 5.6: Imagem da classe 3. (a) Modelagem da rede complexa e (b) gráfico na escala
log.

de nós na rede, mais ela se parece com um reta. Isso mostra que a rede gerada realmente

é uma rede complexa livre de escala.

Classificação

Como esta base já está binarizada, foram comparados apenas descritores de forma, já que

não é posśıvel considerar nem a cor e nem a textura das imagens. Para a comparação

com os descritores de redes complexas, foram usados o descritor de Zernike e o descritor



68 5. Desenvolvimento de extratores de caracteŕısticas de forma usando redes complexas

de forma simples, previamente descrito no ińıcio da Seção 5.2. A Tabela 5.2 mostra a

comparação dos resultados.

Tabela 5.2: Base ALOI.

Descritores Precisão Total Classe 1 Classe 2 Classe 3
Grau 0.9550 0.9460 0.9190 1.0000

Junção 0.8780 0.8650 0.8780 0.8920
Força 0.9190 1.0000 0.8510 0.9050

Completo 0.9860 1.0000 0.9590 1.0000
Forma 0.9730 0.9860 0.9590 0.9730
Zernike 0.9820 0.9860 0.9590 1.0000

Analisando os resultados da Tabela 5.2, pode-se observar que o descritor Completo,

baseado em redes complexas, foi o que obteve o melhor desempenho na tarefa de

classificação das imagens. Este descritor conseguiu classificar com 100% de precisão os

objetos da classe 1 e 3. Além disso, considerando o número de caracteŕısticas geradas, este

descritor possui apenas 7 elementos, enquanto que o descritor de Zernike, o qual gerou

resultados bem próximos do descritor completo, possui 256 caracteŕısticas.

A seguir está a árvore de decisão gerada na fase de treinamento usando o descritor

Completo:

força média ≤ 0.486218

grau médio ≤ 0.527943 : 2

grau médio > 0.527943 : 3

força média > 0.486218 : 1

(5.3)

Analisando a árvore de decisão criada, pode-se observar que foram selecionadas as

caracteŕısticas força média e grau médio para a construção da árvore. Assim, com apenas

duas caracteŕısticas, é posśıvel caracterizar bem as imagens dessa base, e a abordagem

de descritor usando redes complexas livres de escala se mostrou então adequada para a

caracterizar as imagens na tarefa de classificação.

Como esta base de imagens possui as imagens em diversas rotações, pode-se inferir dos

resultados que o descritor baseado em redes complexas que usa as medidas topológicas

de força média e grau médio é pouco senśıvel à rotação, ou seja, tende a ser invariante à

rotação.

5.2.2 Estudo de caso 2: Objetos

Esta base de imagens foi coletada do grupo MPEG7 (MPEG7 CE Shape-1 Part B)3. Para

este estudo, foram escolhidas 8 classes de imagens, sendo que as classes de 1 a 7 possuem

3Imagens dispońıveis em http://www.imageprocessingplace.com/root_files_V3/image_

databases.htm

http://www.imageprocessingplace.com/root_files_V3/image_databases.htm
http://www.imageprocessingplace.com/root_files_V3/image_databases.htm
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20 elementos cada, e a classe 8 possui 16 elementos, totalizando 376 imagens. Uma

caracteŕıstica interessante desta base é que seus objetos são apresentados com pequenas

deformações não-ŕıgidas, e em diferentes escalas e rotações. Desta maneira, é posśıvel

avaliar se o método proposto é invariante à rotação, escala e pequenas deformações. A

Figura 5.7 apresenta um exemplo de imagem de cada classe e a Figura 5.8 apresenta

alguns exemplos de 3 classes de imagens diferentes.

Figura 5.7: Exemplo de objetos da base MPEG7.

Figura 5.8: Exemplos de figuras de algumas classes.

É importante ressaltar também que as imagens não possuem a mesma resolução. Uma

imagem da classe 8 (carros), por exemplo, pode ter uma resolução de 1110 × 488 pixels

enquanto outra da mesma classe pode ser de 309× 166 pixels.

Avaliação da rede complexa gerada

A seguir são apresentadas as redes complexas e os gráficos na escala log do número de

arestas vs. o número de nós de três imagens de classes diferentes. A resolução da imagem

e o número de nós da rede gerada para cada uma destas imagens estão apresentados na

Tabela 5.3.

Analisando os gráficos das imagens, pode-se observar que todas apresentam muitos nós

com poucas ligações (arestas) e poucos nós com muitas ligações, caracterizando, então, a

presença de hubs. Além disso, comparando o número de nós das redes complexas geradas,
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Tabela 5.3: Dados das imagens processadas

Figura Resolução da imagem Número de nós da rede
Figura 5.9 256× 256 994
Figura 5.10 258× 442 6158
Figura 5.11 352× 288 964

Imagem binarizada

Esqueleto Contorno

Rede complexa

(a) (b)

Figura 5.9: (a) Modelagem da rede complexa e (b) gráfico na escala log. A imagem
binarizada possui uma resolução de 256× 256 pixels e a rede gerada possui
994 nós.

Imagem binarizada

Esqueleto Contorno

Rede complexa

(a) (b)

Figura 5.10: (a) Modelagem da rede complexa e (b) gráfico na escala log. A imagem
binarizada possui uma resolução de 2258×442 pixels e a rede gerada possui
6158 nós.

observa-se que a rede que possui mais nós (6158 nós) é a que mais possui uma aproximação

de reta. Estes fatos mostram que as redes geradas são livres de escala.
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Imagem binarizada

Esqueleto Contorno

Rede complexa

(a) (b)

Figura 5.11: (a) Modelagem da rede complexa e (b) gráfico na escala log. A imagem
binarizada possui uma resolução de 352×288 pixels e a rede gerada possui
964 nós.

Classificação

Para esta base foram comparados com os descritores propostos os descritores de Forma

e Zernike. A Tabela 5.4 mostra a comparação dos resultados usando o classificador C4.5

(árvore de decisão).

Tabela 5.4: Base OBJETOS. Legenda: PT (Precisão Total); Ci (Classe i, 1 ≤ i ≤ 8).

Descritores PT C1 C2 C3 C4 C5 C6 C7 C8
Grau 0.904 0.95 0.95 0.95 0.85 0.938 1 0.85 0.75

Junção 0.84 0.8 0.8 0.85 0.75 0.938 0.8 0.9 0.9
Força 0.929 0.85 1 0.95 0.8 0.938 0.95 0.95 1

Completo 0.955 1 1 0.9 0.85 1 1 0.95 0.95
Forma 0.955 0.95 0.85 0.95 0.95 1 1 0.95 1
Zernike 0.865 0.75 0.55 1 1 0.813 1 0.9 0.9

Analisando os resultados da Tabela 5.4, pode-ser observar que o descritor Completo,

baseado em redes complexas, liderou o melhor desempenho na tarefa de classificação das

imagens juntamente com o descritor Forma. Entretanto, o descritor completo conseguiu

100% de acerto na categorização de 4 classes enquanto que o classificador Forma conseguiu

este mesmo resultado apenas para 3 classes. Além disso, o classificador Completo foi o que

obteve o maior número de classes melhor categorizadas (6 classes). O segundo melhor

resultado foi o descritor Força, classificando com 92.9% de acerto as imagens. O que

obteve o resultado menos satisfatório foi o descritor Junção, com 84% de acerto, seguido

do descritor Zernike, com 86.5%.
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Considerando o número de caracteŕısticas gerados, o descritor Completo possui 7

atributos, enquanto que o descritor Forma possui 11 atributos. Ambos os descritores

possuem um pequeno número de atributos.

Pelas caracteŕısticas da base, pode-se inferir que o descritor Completo e o descritor

Forma caracterizaram bem as imagens, mostrando-se invariáveis à rotação, escala e

pequenas deformações não-ŕıgidas.

Aqui não será apresentada a árvore de decisão gerada na fase de treinamento, mas os

atributos que foram selecionados pelo algoritmo foram força média, força máxima, energia,

grau máximo e grau médio. Observe que o grau médio e a força média continuam fazendo

parte dos atributos selecionados pela árvore de decisão.

5.2.3 Estudo de caso 3: Imagens diversas

Nesta seção são apresentadas as redes complexas e os gráficos na escala log log do número

de arestas vs. o número de nós para outros tipos de imagens. Esta análise é para verificar

se as redes geradas realmente possuem a caracteŕıstica de serem redes livres de escala. A

imagem original da Figura 5.12 foi retirada do site da BigStock4 e a imagem da Figura

5.13 foi retirada do blog Virgem em Câncer5.

Imagem binarizada 

Esqueleto Contorno 

Rede complexa 

(a) (b)

Figura 5.12: (a) Modelagem da rede complexa e (b) gráfico na escala log. A imagem
binarizada possui uma resolução de 450×442 pixels e a rede gerada possui
17529 nós.

4www.bigstock.com, código da imagem 7663814
5http://virgemcancer.wordpress.com/2010/06/30/mamografia-3-d-traz-nova-dimensao-para-o-

exame-de-cancer-de-mama/

www.bigstock.com
http://virgemcancer.wordpress.com/2010/06/30/mamografia-3-d-traz-nova-dimensao-para-o-exame-de-cancer-de-mama/
http://virgemcancer.wordpress.com/2010/06/30/mamografia-3-d-traz-nova-dimensao-para-o-exame-de-cancer-de-mama/
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Imagem binarizadaImagem original

Otsu

Esqueleto Contorno

Rede complexa

(a) (b)

Figura 5.13: (a) Modelagem da rede complexa e (b) gráfico na escala log. A imagem
original possui uma resolução de 320 × 320 pixels e a rede gerada possui
5184 nós.

As redes apresentadas nas Figuras 5.12 e 5.13 possuem mais de 5 mil nós. Pode-se ver

mais claramente no gráfico que estas redes realmente tendem a ser uma reta, apresentado

a caracteŕıstica que muitos nós possuem poucas arestas e poucos nós possuem muitas

arestas. Com isso, é mostrado que as redes geradas são livres de escala.

Outro fator importante, é que as imagens que geram redes com a distribuição log log

de número de arestas vs. o número de nós são as que apresentam seus esqueletos mais

complexos, o que possibilita a geração de mais pontos (nós) na rede. Isto ocorre, por

exemplo, quando o contorno da imagem original possui rúıdos, ou seja, não é uniforme,

como é mostrado na Figura 5.13.

A seguir, o modelo proposto é aplicado em uma base real de imagens de mamografia.

5.2.4 Estudo de caso 4: desenvolvimento de um sistema de aux́ılio

ao diagnóstico de câncer de mama

O câncer de mama lidera como a segunda causa de morte por câncer em mulheres, sendo o

primeiro o câncer de pulmão (Society, 2012). Para reduzir a taxa de mortalidade causada

pelo câncer de mama, a detecção precoce da doença é muito importante. A mamografia é

atualmente a modalidade de imagem mais eficaz para o rastreamento do câncer de mama.

Entretanto, entre 10% e 30% dos casos de câncer de mama não são percebidos nos exames

de mamografia (Mohanty et al., 2011) e, em alguns casos, os radiologistas novatos não

conseguem detectar os tumores devido a falta de experiência.

Para a classificação das massas, o especialista radiologista inicialmente classifica as

imagens baseando-se na forma da lesão (Wei & Li, 2008). Se há infiltrações nos tecidos
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adjacentes, resultando em um contorno irregular, isso significa que a massa representa

um tumor maligno. Por outro lado, se a massa apresenta um contorno regular com uma

borda bem delimitada, a massa tende a ser um tumor benigno (Felipe et al., 2006).

Dessa maneira, na aplicação da mamografia para o diagnóstico de câncer de mama,

tecnologias de detecção auxiliada por computador desempenham um papel muito im-

portante e muitos sistemas CAD têm sido desenvolvidos. Com a adoção de tecnologias

de refinamento de imagens e reconhecimento de padrões, sistemas CAD podem auxiliar

radiologistas a encontrar mais facilmente e efetivamente regiões anormais na mama (Tang

& Liu, 2011).

Em sistemas de detecção de câncer de mama auxiliados por computador, tecnologias

de classificação de massa é uma das principais tecnologias usadas em sistemas CAD.

Primeiramente é realizada a segmentação da massa e depois é aplicada a tarefa de

classificação para classificar as massas em benignas ou malignas.

Base de imagens

Esta base de imagens consiste de 250 regiões de interesse coletadas da base de dados

DDSM (Digital Database for Screening Mammography)6. Esta base é composta por 99

massas benignas e 151 massas malignas.

A Figura 5.14 apresenta exemplos de imagens da classe de massa benigna e maligna.

(a) (b)

Figura 5.14: Exemplo de uma mamografia digital de tumor (a) benigno e (b) maligno.

Segmentação de imagens mamográficas e detecção do tumor

Na fase de preprocessamento, as imagens foram segmentadas usando uma versão melho-

rada do algoritmo EM/MPM, proposto por Balan (2007), como descrito na Seção 2.1.

Como neste método a segmentação das imagens é realizada diante de um número fixo de

diferentes regiões de textura, para as imagens de mama foram utilizadas neste trabalho 5

regiões. Esta escolha foi baseada em diversos testes experimentais emṕıricos, observando

sempre o resultado final visual da segmentação.

Após a segmentação da massa em 5 regiões, foi feita a escolha da região principal. A

escolha foi baseada nas caracteŕısticas visuais das imagens da base de dados em estudo, na

6http://marathon.csee.usf.edu/Mammography/Database.html

http://marathon.csee.usf.edu/Mammography/Database.html
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qual todas são regiões de interesse (ROIs) centradas. Dessa maneira, a escolha da região

foi baseada no centroide da imagem. A Figura 5.15 apresenta o resultado da aplicação do

método de segmentação em uma imagem de massa de uma mamografia digital.

(a) (b) (c)

Figura 5.15: (a) Imagem original; (b) Imagem segmentada em 5 regiões; (c) Máscara
da região principal.

Avaliando a rede complexa

As Figuras 5.16 e 5.17 mostram a rede complexa e o gráfico na escala log log do número

de arestas vs. o número de nós para uma massa benigna e uma maligna, respectivamente.

Imagem binarizada 

Esqueleto Contorno 

Rede complexa 

Imagem original 

(a) (b)

Figura 5.16: (a) Modelagem da rede complexa e (b) gráfico na escala log. A imagem
original possui uma resolução de 72× 72 pixels e a rede gerada possui 217
nós.

Analisando as redes e os gráficos gerados, é posśıvel observar a presença de hubs. É

interessante notar que a imagem original da Figura 5.16 possui baixa resolução e sua rede

gerada possui apenas 217 nós. E mesmo assim, o gráfico mostra que há um maior número

de nós com poucas ligações (arestas) e poucos nós com muitas ligações. Ambos os gráficos

podem ser aproximados por uma reta, o que mostra que as redes complexas geradas são

livres de escala.
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Imagem binarizada 

Esqueleto Contorno 

Rede complexa 

Imagem original 

(a) (b)

Figura 5.17: (a) Modelagem da rede complexa e (b) gráfico na escala log. A imagem
original possui uma resolução de 255 × 255 pixels e a rede gerada possui
1897 nós.

Análise dos descritores

Para avaliar os descritores propostos usando medidas topológicas da rede complexa

modelada, foi realizada a tarefa de classificação em massas benignas e malignas, cuja sáıda

serve como uma segunda opinião ao especialista médico. Foram calculadas as medidas

de acurácia, sensibilidade e especificidade, descritas na Seção 4.4, e foi considerado como

sendo o caso positivo a classe dos tumores malignos (tem câncer de mama), e da classe

negativa os tumores benignos (não tem câncer de mama).

As medidas calculadas foram comparadas com as medidas geradas pelos descritores

de Zernike, Forma e Haralick, cujos resultados estão apresentados na Tabela 5.5

Tabela 5.5: Base mama 250 imagens.

Descritores Acurácia Sensibilidade Especificidade
Grau 0.74 0.821 0.616

Junção 0.708 0.642 0.808
Força 0.66 0.642 0.687

Completo 0.748 0.841 0.606
Forma 0.7 0.808 0.535
Zernike 0.58 0.623 0.515
Haralick 0.69 0.74 0.62

Analisando os resultados da Tabela 5.5, pode-se observar que o descritor Completo

mais uma vez obteve os melhores resultados. Possui o maior valor de acurácia e de

sensibilidade, o que mostra que o método é um pouco mais senśıvel do que espećıfico, o
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que é desejável no domı́nio médico. O que apresentou a menor acurácia foi o descritor de

Zernike, com apenas 58% de acurácia.

Como o descritor Completo foi o que apresentou o melhor resultado, a seguir está

apresentada a árvore de decisão gerada na fase de treinamento. Pode-se observar na

árvore de decisão gerada que a caracteŕıstica selecionada foi o grau médio. Ou seja,

apenas o grau médio é suficiente para categorizar bem as imagens desta base, em relação

aos outros extratores:
grau médio ≤ 0.220323 : 2

grau médio > 0.220323 : 1
(5.4)

5.3 Considerações finais

Neste caṕıtulo foi apresentado um novo extrator de caracteŕısticas baseado em redes

complexas. O método proposto gera redes complexas livre de escala para cada imagem

e são extráıdas das redes medidas topológicas para comporem o vetor de caracteŕısticas

da imagem. Pelos resultados obtidos, pode-se observar pelos gráficos na escala log log do

número de arestas vs. o número de nós a presença de hubs nas redes geradas, e também

que um grande número de nós possúıam poucas arestas enquanto que poucos nós possúıam

muitas arestas. Com isso, ficou demostrado que as redes geradas pelo método proposto

são, de fato, redes livres de escala e, quanto maior o número de nós na rede, mais o gráfico

tende a ser uma reta.

Também foi analisada a capacidade dos descritores propostos em categorizar imagens

por meio da classificação. Foi observado que as medidas topológicas grau médio e força

média da rede foram as que obtiveram maior sucesso na tarefa de classificação. As bases

de imagens escolhidas envolveram rotação, escala e pequenas deformações das imagens, o

que torna posśıvel inferir que o método proposto é invariante à rotação, escala e pequenas

deformações não-ŕıgidas.

Para compreender o aprendizado da base, foi usado o classificador C4.5, o qual constrói

uma árvore de decisão na fase de treinamento.

No próximo caṕıtulo é apresentado um novo classificador associativo, o qual gera regras

simples, facilitando a compreensão dos resultados obtidos.
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Caṕıtulo

6
Desenvolvimento de classificadores
baseados em regras de associação

estat́ısticas

O uso de classificadores associativos foi escolhido por fornecer um modelo de aprendizado

de fácil entendimento, o que é importante no domı́nio médico. Quando a entrada de dados

é no domı́nio de valores cont́ınuos, a maioria dos classificadores associativos primeiro

discretizam os dados para depois realizar a etapa de geração de regras. Entretanto, a

fase de discretização de dados pode gerar inconsistências na base e perda de informação

significativa.

Outra desvantagem da maioria dos classificadores associativos é que os usuários

precisam fornecer vários parâmetros de entrada ao algoritmo de mineração das regras,

tarefa essa que é trabalhosa e muitas vezes exige que o usuário tenha um conhecimento

prévio da base de imagens em questão.

Neste caṕıtulo são apresentados dois novos classificadores associativos: o SACMiner

e o MinSAR. Ambos classificadores evitam a fase de discretização de dados, por meio da

utilização de regras de associação estat́ısticas. O MinSAR ainda estima automaticamente

os parâmetros do algoritmo de mineração de regras de associação.

Os resultados apresentados neste caṕıtulo foram publicados na forma de caṕıtulo

no livro Enterprise Information Systems - Selected Papers - Lecture Notes in Business

Information Processing (Watanabe et al., 2011) e também como artigos cient́ıficos nas

conferências 12th International Conference on Enterprise Information Systems (ICEIS)

79
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(Watanabe et al., 2010) e IEEE 11th International Conference on Machine Learning and

Applications (ICMLA) (Watanabe et al., 2012c).

6.1 O classificador SACMiner

Nesta seção é apresentado o método SACMiner (Statistical Associative Classifier Miner),

que é um novo método de classificação baseado em regras de associação estat́ısticas para

aux́ılio ao diagnóstico. Este classificador associativo recebe valores cont́ınuos como dados

de entrada e não utiliza a discretização de dados, evitando, assim, inconsistências e perda

de informação durante a aprendizagem do modelo, ao contrário da maioria do métodos

de classificação associativa. Dois novos algoritmos são usados neste método para a

construção do classificador. O primeiro, chamado de StARMiner* (Statistical Association

Rule Miner* ), minera regras de associação estat́ısticas sobre valores de caracteŕısticas

cont́ınuos, selecionando as caracteŕısticas que melhor representam as imagens. O segundo

algoritmo é o V-Classifier (Voting Classifier), o qual usa as regras mineradas pelo

StARMiner* para classificar as imagens.

6.1.1 Descrição do SACMiner

O método proposto está apresentado na Figura 6.1 e no Algoritmo 5. O método está

dividido em duas partes. A primeira, a fase de treinamento, inclui a representação

das imagens do conjunto de treinamento e as regras de associação estat́ısticas são

mineradas pelo algoritmo StARMiner*. Na segunda fase, a fase de teste, são extráıdas

as caracteŕısticas das imagens do conjunto de teste e os seus respectivos vetores de

caracteŕısticas são submetidos ao classificador V-Classifier.

Algoritmo 5: Passos do método proposto.

Dados: Imagens do conjunto de treinamento, uma imagem de teste
Resultado: Sugestão de diagnóstico (Classe da imagem de teste)
Extrair as caracteŕısticas das imagens do conjunto de treinamento;1

Executar o algoritmo StARMiner* para minerar regras de associação;2

Extrair as caracteŕısticas da imagem teste;3

Executar o classificador V-Classifier;4

retorna Laudo sugerido (classe)5

A seguir estão detalhados os passos do SACMiner.

Algoritmo StARMiner*

O StARMiner* é um modelo de classificação supervisionado cujo objetivo é encontrar

regras de associação estat́ıstica sobre os vetores de caracteŕısticas extráıdos das imagens,
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Figura 6.1: Pipeline do método SACMiner.

selecionando os atributos que melhor discriminem as imagens em categorias (classes). Ele

retorna regras relacionando os intervalos das caracteŕısticas selecionadas e as classes da

respectiva imagem.

Formalizando, seja xj uma classe de uma imagem e fi uma caracteŕıstica (atributo).

Seja Vmin e Vmax os valores dos limites inferior e superior, respectivamente, de um intervalo,

onde Vmin ≤ Vmax. Uma regra minerada pelo algoritmo StARMiner* tem a forma:

fi[Vmin, Vmax]→ xj. (6.1)

Um exemplo de uma regra minerada pelo StARMiner* é

10[−0.47, 0.89]→ massa benigna. (6.2)

Esta regra indica que imagens que possuem o valor da 10a caracteŕıstica no intervalo

fechado [0.47, 0.89] tendem a ser imagens da com tumor benigno.

Para executar a mineração de regras de associação, a base de dados de treinamento é

percorrida apenas uma vez. É calculada a média e o desvio padrão para cada atributo e

o Z-valor (Equação 6.4), usado no teste de hipóteses.

Para que a caracteŕıstica seja selecionada, duas restrições de interesse devem ser

satisfeitas:
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Restrição 1: A caracteŕıstica fi deve apresentar um comportamento uniforme em todas

as imagens da classe xj.

Restrição 2: A caracteŕıstica fi deve ter um comportamento nas imagens da classe xj

diferente do comportamento das imagens das outras classes.

Para formalizar estas restrições, considere as seguintes notações:

• T : conjunto de vetores de caracteŕısticas das imagens;

• xj: uma classe de imagem;

• Txj ∈ T : o subconjunto dos vetores de caracteŕısticas de imagens da classe xj;

• fi: a i-ésima caracteŕıstica do vetor de caracteŕısticas;

• µfi(Txj) e σfi(Txj): respectivamente, média e desvio padrão dos valores da carac-

teŕıstica fi das imagens da classe xj;

• µfi(T − Txj) e σfi(T − Txj): respectivamente, média e desvio padrão dos valores da

caracteŕıstica fi das imagens que não estão na classe xj.

Uma regra fi[Vmin, Vmax]→ xj é gerada pelo algoritmo somente se a regra satisfaz os

limiares, definidos pelo usuário:

• ∆µmin: é a o valor de diferença mı́nimo permitido entre a média dos valores da

caracteŕıstica fi das imagens da classe xj e o restante das imagens da base de

dados;

• σmax: é o desvio padrão máximo permitido da caracteŕıstica fi da classe xj;

• γmin: é a confiança mı́nima para rejeitar o teste de hipósteses H0.

O teste de hipóteses H0 afirma que a média dos valores de fi dentro e fora da classe

xj são estatisticamente iguais:

H0 : µfi(Txj) = µfi(T − Txj), (6.3)

e o Z-valor é calculado como:

Zi,j =
µfi(Txj)− µfi(T − Txj)

σfi (Txj )√
|Tx|

(6.4)

Os valores de Vmin e Vmax são calculados como:

Vmin = µfi − σmax (6.5)
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Vmax = µfi + σmax (6.6)

O pseudo-código do algoritmo está apresentado no Algoritmo 6.

Algoritmo 6: Algoritmo StARMiner*.

Dados: Base de dados T : tabela de vetores de caracteŕısticas {xj, f1, f2, ..., fn},
onde xj é a classe da imagem e fi são as caracteŕısticas das imagens;
∆µmin, σmax e γmin.

Resultado: Regras mineradas
Percorra a base de dados T ;1

para cada classe xj faça2

para cada caracteŕıstica fi faça3

Calcule µfi(Txj) e µfi(T − Txj);4

Calcule σfi(Txj) e σfi(T − Txj);5

Calcule Z-valor Zij; (Eq. 6.4)6

fim7

para cada caracteŕıstica fi faça8

se (µfi(Txj)− µfi(T − Txj)) ≥ ∆µmin AND σfi(Txj) ≤ σmax AND9

(Zij < Z1 OR Zij > Z2) então
Escreva fi [µfi − σmax, µfi + σmax]→ xj;10

fim11

fim12

se Nenhuma regra for encontrada então13

Escolha a caracteŕıstica fi com o maior Z-valor correspondente;14

Escreva fi [µfi − σmax, µfi + σmax]→ xj;15

fim16

fim17

O algoritmo StARMiner* tem a propriedade interessante de que o número máximo de

regras mineradas pela classe xj é o número de caracteŕısticas (k). A complexidade deste

algoritmo é Θ(ckN), onde N é o número de instâncias da base de dados, k é o número de

caracteŕısticas e c é o número de classes. O StARMiner* é baseado na ideia do algoritmo

de seleção de caracteŕısticas StARMiner, proposto por Ribeiro et al. (2009a) e descrito na

Seção 4.2.1. As principais diferenças entre o StARMiner e o StARMiner* é que o segundo

algoritmo tem a vantagem de minerar regras semanticamente relevantes, que podem ser

usadas em classificadores associativos. Outra diferença é que enquanto que o algoritmo

StARMiner apenas seleciona as caracteŕısticas, relacionando classes a caracteŕısticas que

as melhor representem, o StARMiner* encontra regras relacionando classes e intervalos

de caracteŕısticas, onde um comportamento particular ocorreu.

Classificador V-classifier

Após geradas as regras de mineração, ou seja, o modelo para realizar a classificação, foi

desenvolvido um algoritmo baseado na ideia de ‘contar votos’. Para cada classe, é contado
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o número de regras que são satisfeitas. O resultado final da contagem é normalizado pelo

número de regras de cada classe. A sáıda do algoritmo é então a classe que obteve a maior

porcentagem de votos. A este algoritmo chamamos de Voting-Classifier ou, simplesmente,

V-Classifier, cujo pseudo-código está descrito no Algoritmo 7.

Algoritmo 7: V-Classifier

Dados: Regras mineradas na forma fi[µfi − σmax, µfi + σmax]→ xj, e um vetor de
caracteŕısticas g de uma nova imagem, onde gi são as caracteŕısticas

Resultado: Sugestão de diagnóstico (classe da nova imagem)
para cada classe xj faça1

voto(xj) = 0;2

para cada caracteŕıstica fi faça3

se gi ∈ [µfi − σmax, µfi + σmax] então4

voto(xj) = votoxj + 1;5

fim6

fim7

Divida voto(xj) pelo número de regras da classe xj;8

fim9

retorna a classe max(voto(xj))10

Analisando o algoritmo, pode-se observar que o algoritmo V-Classifier tem ordem de

complexidade linear com relação ao número de regras. Dessa forma, o custo computacional

do SACMiner é baixo, considerando também que o algoritmo StARMiner* é linear com

relação ao número de imagens. Com relação ao número de regras, deve ser ressaltado que

o StARMiner* tem a propriedade de que o número máximo de regras mineradas para a

classe xj é o número de caracteŕısticas do vetor de caracteŕısticas das imagens vezes o

número de classes, e o número mı́nimo de regras é o número de classes (uma regra por

classe). Entretanto, como o algoritmo StARMiner* faz a seleção de atributos, é posśıvel

ajustar os parâmetros de entrada para que o número de caracteŕısticas selecionadas seja

reduzido e, consequentemente, o número de regras geradas.

6.1.2 Experimentos

Nesta seção são apresentados três estudos de caso realizados para validar o método

SACMiner na tarefa de sugerir diagnóstico para imagens médicas. Os experimentos foram

realizados empregando as abordagens holdout, empregando 25% das imagens para a fase

de teste e o restante das imagens para treinamento, e leave-one-out.

Para mostrar a eficiência do método, comparamos seus resultados com os resultados

gerados pelos classificadores 1-NN, C4.5, naive bayes e 1R. As medidas usadas na

comparação foram acurácia (Eq. 4.9), sensibilidade (Eq. 4.10) e especificidade (Eq.

4.12). Para calcular estes valores, considere:
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• Verdadeiro positivo: massas malignas corretamente classificadas como malignas;

• Falso positivo: massas benignas classificadas incorretamente como malignas;

• Verdadeiro negativo: massas benignas corretamente classificadas como benignas;

• Falso positivo: massas malignas classificadas incorretamente como benignas.

Experimento 1: Base de 250 imagens

Esta base de imagens consiste de 250 regiões de interesse coletadas da base de dados

DDSM (Digital Database for Screening Mammography)1. Esta base é composta por 99

massas benignas e 151 massas malignas.

O extrator de caracteŕısticas usado é o mesmo descrito na Seção 5.2, com 11

caracteŕısticas. Após a binarização da imagem e a detecção da região de interesse, foram

extráıdos da ROI de cada imagem 11 valores para comporem o vetor de caracteŕısticas:

área, tamanho do eixo maior, tamanho do eixo menor, excentricidade, orientação,

área convexa, área preenchida, número de Euler, solidez, amplitude e peŕımetro, cujas

definições estão apresentadas na Seção 2.2.3.

Os vetores de caracteŕısticas do conjunto das imagens de treinamento foram sub-

metidos ao algoritmo StARMiner* para minerar regras de associação estat́ıstica. Este

algoritmo gerou as seguintes regras:

1[−0.0120, 0.1770]→ Benigna (6.7)

6[−0.0075, 0.1825]→ Benigna (6.8)

7[−0.0133, 0.1767]→ Benigna (6.9)

2[0.2973, 0.4873]→Maligna (6.10)

Nestas regras, as caracteŕısticas 1,2,6 e 7 são, respectivamente, a área, tamanho do

eixo maior, área convexa e área preenchida. A primeira regra, por exemplo, significa que

massas cuja área está no intervalo [−0.0120, 0.1770] tendem a ser benignas. Para este

experimento, consideramos um ńıvel de confiança de 90% para teste Z e para calcular os

intervalos das regras.

Após geradas as quatro regras, os vetores de caracteŕısticas das imagens do conjunto de

teste foram introduzidas no classificador constrúıdo na fase de treinamento. Os resultados

usando a abordagem holdout e leave-one-out estão apresentados nas Tabelas 6.1 e 6.2.

Analisando a Tabela 6.1, pode-se observar que o SACMiner apresenta os maiores

valores de acurácia e especificidade na abordagem holdout. Quando analisamos os valores

de sensibilidade, podemos notar que o classificador naive bayes obteve os melhores

1http://marathon.csee.usf.edu/Mammography/Database.html

http://marathon.csee.usf.edu/Mammography/Database.html
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Tabela 6.1: Comparação entre SACMiner e outros classificadores usando a abordagem
holdout.

Classificadores Acurácia Sensibilidade Especificidade

SACMiner 0.8548 0.8461 0.8611

1R 0.7258 0.8260 0.6666

naive bayes 0.6290 0.9130 0.4615

C4.5 0.7585 0.7391 0.7692

1-NN 0.6129 0.6521 0.5897

Tabela 6.2: Comparação entre SACMiner e outros classificadores usando a abordagem
leave-one-out.

Classificadores Acurácia Sensibilidade Especificidade

SACMiner 0.7680 0.7788 0.7603

1R 0.7680 0.7885 0.7534

naive bayes 0.7360 0.8750 0.6370

C4.5 0.7440 0.6154 0.8356

1-NN 0.6760 0.6154 0.7192

resultados. Entretanto, quando analisamos seu valor de especificidade, o naive bayes

não classifica bem imagens da classe benigna.

Na Tabela 6.2, o classificador SACMiner alcança os maiores valores de acurácia

juntamente com o classificador 1R. Neste caso, podemos inferir que a abordagem de

regras de associação foi a melhor para classificar as massas. Mas é importante ressaltar

que uma vantagem do SACMiner sobre o 1R é que o SACMiner não demanda do passo

de discretização dos dados, enquanto que o 1R necessita. Além disso, SACMiner gerou

apenas quatro regras, enquanto que o 1R produziu oito regras. Todas as regras geradas

pelo 1R foram baseadas na caracteŕıstica tamanho do eixo maior, o segundo atributo do

vetor de caracteŕısticas, as quais estão descritas a seguir:

SE L < 0.1840 ENTÃO Benigna (6.11)

SENÃO SE L < 0.2181 ENTÃO Maligna (6.12)

SENÃO SE L < 0.2367 ENTÃO Benigna (6.13)

SENÃO SE L < 0.2572 ENTÃO Maligna (6.14)

SENÃO SE L < 0.2716 ENTÃO Benigna (6.15)

SENÃO SE L < 0.3126 ENTÃO Maligna (6.16)

SENÃO SE L < 0.3424 ENTÃO Benigna (6.17)

SENÃO SE L ≥ 0.3424 ENTÃO Maligna. (6.18)



6.1 O classificador SACMiner 87

Experimento 2: A base 569 ROIs

Esta base consiste de 569 vetores de caracteŕısticas obtidos do repositório de aprendizado

de máquina UCI2 (Asuncion & Newman, 2007). Os atributos deste vetores descrevem

as caracteŕısticas de núcleo da célula presente na imagem. As caracteŕısticas foram

calculadas a partir de massas de mama e estão classificadas em massas benignas e

malignas. Para cada uma dos três núcleos celulares, as seguintes dez caracteŕısticas

foram extráıdas: médias das distâncias entre o centro e os pontos sobre o peŕımetro,

desvio padrão dos valores em ńıvel de cinza, peŕımetro, área, suavidade, compacidade,

concavidade, pontos côncavos, simetria e dimensão fractal. Portanto, o vetor de

caracteŕıstica tem 30 atributos, 10 para cada núcleo. As classes estão distribúıdas em

357 massas benignas e 212 malignas.

O algoritmo StARMiner* minerou 19 regras para cada classe. Os resultados

usando as abordagens holdout e leave-one-out estão apresentados nas Tabelas 6.3 e 6.4,

respectivamente.

Tabela 6.3: Comparação entre SACMiner e outros classificadores usando a abordagem
holdout.

Classificadores Acurácia Sensibilidade Especificidade

SACMiner 0.9859 0.9888 0.9811

1R 0.8943 0.9186 0.8571

naive bayes 0.9155 0.9186 0.9107

C4.5 0.9295 0.9419 0.9107

1-NN 0.9577 0.9767 0.9286

Tabela 6.4: Comparação entre SACMiner e outros classificadores usando a abordagem
leave-one-out.

Classificadores Acurácia Sensibilidade Especificidade

SACMiner 0.9525 0.9860 0.8962

1R 0.9015 0.9356 0.8443

naive bayes 0.9349 0.9580 0.8962

C4.5 0.9384 0.9524 0.9151

1-NN 0.9525 0.9580 0.9434

Analisando os resultados da Tabela 6.3, podemos observar que SACMiner obteve

os melhores resultados de acurácia, sensibilidade e especificidade. Além disso, quando

comparamos os resultados usando a abordagem leave-one-out (Tabela 6.4), também

observamos que o método alcançou o maior valor de acurácia, apresentando o mesmo

resultado que o 1-NN, e o maior valor de sensibilidade.

2http://archive.ics.uci.edu/ml/datasets.html

http://archive.ics.uci.edu/ml/datasets.html
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Experimento 3: Base de dados de tecido de mama

Um outro tipo de exame que pode ser usado para distinguir tecido mamário e especial-

mente para detectar câncer de mama é a espectroscopia de impedância elétrica (electrical

impedance spectroscopy - EIS ) (Silva et al., 2000). Obtivemos uma base de vetores de

caracteŕısticas baseada nesta abordagem do UCI Machine Learning Repository. Esta base

é composta por 106 vetores de caracteŕısticas. Cada vetor é composto por 9 caracteŕısticas

e é classificado em uma das seis classes de tecidos que foram considerados usando medidas

de impedância elétrica:

• Carcinoma: 21 casos;

• Fibro-adenoma: 15 casos;

• Mastopatia: 18 casos;

• Glandular: 16 casos;

• Conjuntivo: 14 casos;

• Adiposo: 22 casos.

As três primeiras são classes de tecidos patológicos (doentes) e as últimas três são

classes de tecidos normais. Maiores detalhes do procedimento de obtenção dos dados

assim como a classificação dos casos e das frequências usadas podem ser encontrados em

Silva et al. (2000).

Para esta base de dados, a classificação consistiu em discriminar cada uma das

classes. Para avaliar o poder de discriminação do SACMiner entre as classes, foi usada

a abordagem holdout, na qual 75% dos dados foram randomicamente selecionados para

comporem a base de imagens do conjunto de treinamento e o restante foi usado para o

conjunto teste. Para cada classificador foi calculada a média da acurácia das classes e a

acurácia de cada classe separadamente.

Na fase de treinamento, o algoritmo StARMiner* minerou 34 regras de associação

estat́ıstica, como se segue:

Carcinoma: 4 regras
Fibro-adenoma: 8 regras

Mastopatia: 7 regras
Glandular: 7 regras

Conjuntivo: 5 regras
Adiposo: 3 regras

De acordo com a Tabela 6.5, SACMiner obteve o melhor valor de acurácia média,

alcançando 88.5% de precisão. Além do mais, o classificador SACMiner também

apresentou os melhores resultados de acurácia para identificar cada classe individualmente,
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Tabela 6.5: Comparação dos valores de acurácia entre SACMiner e outro classificadores
usando a abordagem holdout

Acurácia SACMiner 1R naive
bayes

C4.5 1-NN

Total 0.885 0.577 0.731 0.769 0.731

Carcinoma 1 1 1 1 0.833

Fibro-adenoma 0.75 0 0.333 0 0

Mastopatia 0.75 0.25 0.5 0.25 0.25

Glandular 1 0 0.5 1 1

Conjuntivo 1 0.75 1 1 1

Adiposo 0.8 1 0.8 1 1

o que significa que SACMiner é melhor que os outros classificadores ou que tem o mesmo

desempenho em distinguir tecidos Carcinoma, Fibro-adenoma, Matopatia, Glandular e

Conjuntivo. O ganho de precisão alcançado é de até 11.6% maior quando comparado com

o classificador C4.5, o qual obteve o segundo melhor resultados (76.9% de acurácia).

6.1.3 Considerações sobre o SACMiner

Até aqui foi apresentado um novo classificador associativo, o SACMiner, o qual emprega

regras de associação estat́ıstica para auxiliar o diagnóstico por computador de câncer de

mama. Os resultados obtidos usando bases reais mostraram que o método desenvolvido

alcançou os maiores valores de acurácia, quando comparado com os resultados obtidos

usando classificadores descritos na literatura (1-R, naive bayes, C4.5 e 1-NN). Além

disso, o método apresentou um equiĺıbrio adequado entre sensibilidade e especificidade,

sendo um pouco mais senśıvel do que espećıfico, o que é aceitável no domı́nio médico,

já que é mais preciso para identificar os verdadeiros positivos (casos patológicos). O

modelo de aprendizado gerado pelo classificador, por meio do algoritmo StARMiner*, é

de fácil compreensão, fazendo com que seja melhor compreendido pelo especialista quais

as medidas que levaram o classificador a sugerir a classe de sáıda dada.

Além disso, o uso da tarefa de regra de associação estat́ıstica possibilitou, por meio

do algoritmo StARMiner*, que o número de regras geradas fosse reduzido e também que

o novo classificador não precisasse realizar a fase de discretização dos dados, fase esta que

pode gerar mais processamento e também inconsistência na base de dados.

Entretanto, é importante ressaltar que este método ainda necessita que o usuário

forneça os limiares de diferença mı́nima ∆µmin e desvio padrão máximo σmax, e que poucas

alterações nestes valores modificam o modelo de aprendizado gerado e, consequentemente,

a precisão da classificação fica afetada.

Deste ponto de vista, é interessante então que seja desenvolvido um método que estime

automaticamente estes valores, ficando para o usuário, apenas fornecer o valor de confiança
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desejado. Por isso, na próxima seção é apresentado o classificador MinSAR, o qual é

baseado no SACMiner, mas que estima de forma automática estes parâmetros.

6.2 O classificador MinSAR

A maioria dos classificadores associativos, incluindo o SACMiner, requerem que o

usuário forneça limiares para a produção dos itemsets, i.e., limiares são empiricamente

determinados e o usuário precisa testar muitos parâmetros até que consiga obter resultados

satisfatórios por meio da combinação destes parâmetros. Isso requer que o usuário tenha

conhecimento prévio da base de dados e do problema em questão, além de ter que possuir

um certo conhecimento do algoritmo que está sendo usado.

Para lidar com os desafios de evitar a fase de discretização dos dados, gerar poucas

regras para o modelo de classificação, e evitar que o usuário tenha que fornecer limiares, foi

proposto neste trabalho o classificador MinSAR (Mining Statistical Association Rules).

Este classificador emprega o uso de regras de associação estat́ıstica para construir o modelo

de classificação. Ele é baseado no algoritmo SACMiner. A principal diferença entre os

dois classificadores é que o MinSAR faz a estimação automática dos parâmetros. Dessa

forma, o usuário necessita apenas fornecer o parâmetro de confiança.

6.2.1 Descrição do MinSAR

O pipeline do MinSAR (Figura 6.2) é semelhante ao do SACMiner (Figura 6.1). O que

diferencia os dois métodos é o algoritmo responsável por gerar o modelo de classificação.

No SACMiner, o algoritmo chama-se StARMiner*. No MinSAR, o algoritmo chama-se

algoritmo MinSAR, o qual está apresentado no Algoritmo 8. O algoritmo StARMiner*

e MinSAR são semelhantes. O que os diferencia são as linhas 7, 9 e 10 do Algoritmo 8,

onde ocorre a estimação dos parâmetros ∆µmin e σmax. Esses limiares são calculados da

seguinte maneira. Para cada classe xj e para cada caracteŕısticas fi, tem-se mfi tal que

mfi = ||µfi(Txj)− µfi(T − Txj)| −
|µfi(Txj)− σfi(Txj)| −
|µfi(T − Txj)− σfi(T − Txj)||; (6.19)

Assim, para cada classe xj, os valores de ∆µmin e σmax são estimados como:

∆µmin = min(mfi) +
max(mfi)−min(mfi)

8
; (6.20)
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Figura 6.2: Pipeline do método MinSAR.

Algoritmo 8: Algoritmo MinSAR.

Dados: Base de dados T : tabela de vetores de caracteŕısticas {xj, f1, f2, ..., fn},
onde xj é a classe da imagem e fi são as caracteŕısticas das imagens; γmin.

Resultado: Regras mineradas
Percorra a base de dados T ;1

para cada classe xj faça2

para cada caracteŕıstica fi faça3

Calcule µfi(Txj) e µfi(T − Txj);4

Calcule σfi(Txj) e σfi(T − Txj);5

Calcule Z-valor Zij (Eq. 6.4);6

Calcule m (Eq. 6.19);7

fim8

Calcule ∆µmin (Eq. 6.20);9

Calcule σmax (Eq. 6.21);10

para cada caracteŕıstica fi faça11

se (µfi(Txj)− µfi(T − Txj)) ≥ ∆µmin AND σfi(Txj) ≤ σmax AND12

(Zij < Z1 OR Zij > Z2) então
Escreva fi [µfi − σmax, µfi + σmax]→ xj;13

fim14

fim15

se Nenhuma regra for encontrada então16

Escolha a caracteŕıstica fi com o maior Z-valor correspondente;17

Escreva fi [µfi − σmax, µfi + σmax]→ xj;18

fim19

fim20

σmax = γmin ∗max(σfi(Txj)). (6.21)
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Observe que o desvio padrão máximo será ponderado pelo valor de confiança

determinado pelo usuário, ∆µmin > 0 e σmax > 0.

6.2.2 Experimentos

Para avaliar a eficiência do classificador MinSAR, foram comparados os resultados de erro,

acurácia, sensibilidade e especificidade com os resultados gerados pelos classificadores

C4.5, 1-R, naive bayes e Adaboost. A abordagem usada foi a 10-fold cross-validation. As

bases de imagens usadas foram as mesmas descritas na Seção 6.1.2.

Experimento 1: Base de 250 imagens

Esta base é composta por 250 imagens de massas de mama, sendo que 151 são massas

malignas e 99 são benignas, como descrito na Seção 6.1.2. O vetor de caracteŕısticas é

composto por 11 caracteŕısticas. Os resultados da aplicação dos classificadores usando

esta base de imagens estão descritos na Tabela 6.6.

Tabela 6.6: Resultados comparando MinSAR com outros classificadores para a base de
250 imagens.

Classificadores Erro Acurácia Sensibilidade Especificidade
MinSAR 0.2080 0.7920 0.8767 0.6731

SACMiner 0.2480 0.7520 0.7671 0.7308
C4.5 0.2680 0.7320 0.8150 0.6150
1R 0.2760 0.7240 0.7603 0.6731

naive bayes 0.2760 0.7240 0.8650 0.6230
Adaboost 0.2440 0.7560 0.8420 0.6350

Analisando os resultados da Tabela 6.6 pode-se observar que o classificador MinSAR

apresentou os maiores valores de acurácia e sensibilidade, e obteve, juntamente com o

1R, o segundo maior valor de especificidade, sendo que o maior valor de especificidade foi

do SACMiner. Comparando o MinSAR com os outros classificadores, este obteve uma

precisão 4.8% maior que o Adaboost, 8.2% maior que o C4.5 e 9.4% maior que o 1R e o

naive bayes.

Além dos valores de acurácia, pode-se analisar também o número de regras produzidas

pelos algoritmos e o número de caracteŕısticas selecionadas para produzir as regras, para,

assim, analisar o custo computacional do algoritmo. O algoritmo MinSAR selecionou

apenas 3 caracteŕısticas das 11 que compõem o vetor de caracteŕısticas, e produziu apenas

5 regras, das quais 3 regras referem-se à classe benigna e 2 regras à classe maligna. As
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regras geradas estão listadas a seguir:

Tamanho do eixo maior [−0.0412, 0.3929]→ benigna

Área Convexa [−0.1286, 0.3055]→ benigna

Peŕımetro [−0.0631, 0.3710]→ benigna (6.22)

Tamanho do eixo maior [0.1827, 0.6069]→ maligna

Peŕımetro [0.1545, 0.5787]→ maligna

Já o algoritmo 1R minerou 8 regras, sendo 4 regras para cada classe, e a caracteŕıstica

selecionada foi o tamanho do eixo maior. As regras geradas pelo 1R estão descritas a

seguir:

0 ≤ Tamanho eixo maior < 0.1840→ benigna

0.1840 ≤ Tamanho eixo maior < 0.2181→ maligna

0.2181 ≤ Tamanho eixo maior < 0.2367→ benigna

0.2367 ≤ Tamanho eixo maior < 0.2573→ maligna

0.2573 ≤ Tamanho eixo maior < 0.2716→ benigna (6.23)

0.2716 ≤ Tamanho eixo maior < 0.3127→ maligna

0.3127 ≤ Tamanho eixo maior < 0.3424→ benigna

Tamanho eixo maior ≥ 0.3424→ maligna

Finalmente, as regras produzidas pelo C4.5 são:

Peŕımetro ≤ 0.1570→ benigna

Peŕımetro > 0.1570→ maligna (6.24)

Experimento 2: A base de 569 ROIs

A segunda base de imagens é a de 569 imagens coletadas da UCI Machine Learning, sendo

que 357 são massas benignas e 212 são massas malignas, como descrito anteriormente na

Seção 6.1.2. O vetor de caracteŕıstica é composto por 30 caracteŕısticas.

Os resultados de erro de classificação, acurácia, sensibilidade e especificidade dos

classificadores estão apresentados na Tabela 6.7.

Analisando os resultados da Tabela 6.7, pode-se observar que o classificador MinSAR

obteve os melhores resultados de acurácia e sensibilidade.

Com relação às regras mineradas, o MinSAR, o C4.5 e o 1R produziram, respectiva-

mente, 46, 13 e 4 regras, e selecionaram 24, 10 e 1 caracteŕıstica, respectivamente.
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Tabela 6.7: Resultados comparando MinSAR com outros classificadores para a base de
569 imagens.

Classificadores Erro Acurácia Sensibilidade Especificidade
MinSAR 0.0457 0.9543 0.9720 0.9245

SACMiner 0.0826 0.9174 0.9434 0.9020
C4.5 0.0668 0.9332 0.9290 0.9360
1R 0.1072 0.8928 0.8490 0.9190

naive bayes 0.0703 0.9297 0.8960 0.9500
AdaBoost 0.0527 0.9473 0.9150 0.9660

Apesar do MinSAR ter produzido o maior número de regras, é importante ressaltar

que as regras geradas por ele são simples de serem entendidas, e cada uma tem apenas

um intervalo e uma classe relacionada. Já as regras produzidas pelo C4.5 são compostas,

sendo necessário a visita às sub-árvores para formar a regra e também checar muitos

intervalos até chegar ao nó folha. Se consideramos cada intervalo como uma regra, como

no algoritmo MinSAR, o C4.5 tem o equivalente a 25 regras. Já que o MinSAR obteve

uma melhor acurácia nos resultados do que o C4.5, pode-se inferir que, apesar do C4.5 ter

produzido menos regras, este algoritmo não considerou todas as caracteŕısticas relevantes

para categorizar as imagens.

6.2.3 Considerações sobre o MinSAR

Considerando, então, os resultados das duas bases de dados, pode-se observar que o

classificador MinSAR alcançou melhores resultados de classificação das imagens que os

outros classificadores. A partir destes resultados, pode-se inferir que o algoritmo produz

uma boa generalização do modelo de classificação. Algumas outras vantagens do MinSAR

é que ele é simples de ser implementado e executa a seleção de caracteŕısticas sobre o

conjunto das caracteŕısticas.

Quando comparado com o SACMiner, pode-se observar que a estimação automática

dos parâmetros do MinSAR influenciou significativamente na precisão do resultado das

classificações e como o SACMiner é senśıvel aos parâmetros de entrada, assim como a

maioria dos métodos descritos na literatura.

A maioria dos classificadores associativos precisam pré-processar os dados cont́ınuos

para convertê-los em dados discretos. Assim, outra vantagem importante do classificador

MinSAR é que este não demanda o passo de discretização. Outro ponto relevante é

que a maioria dos classificadores associativos precisam gerar intervalos candidatos para

então fazer a seleção dos intervalos que irão compor o modelo de classificação. Ou seja,

ou os algoritmos adotam uma abordagem top-down, na qual o algoritmo inicia com um

intervalo grande contendo todos os valores e, recursivamente, encontra pontos de corte

para intervalos menores até que determinados critérios sejam alcançados. Ou então, os
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algoritmo adotam a abordagem bottom-up, na qual consideram um número de intervalos

determinados pelo conjunto de pontos da fronteira e depois, recursivamente, combinam

intervalos adjacentes até que certos critérios de parada sejam alcançados. Ao invés de

usar essas abordagens, o classificador MinSAR não gera intervalos candidatos; ele apenas

produz um intervalo simples se o valor da caracteŕıstica satisfaz as restrições para alguma

classe. Além disso, o MinSAR não requer que o usuário forneça limiares na entrada

do algoritmo, como os outros métodos de classificação associativa. Os parâmetros de

diferença mı́nima da média entre duas classes e o desvio padrão máximo de uma classe

são automaticamente calculados pelo algoritmo.

6.3 Considerações finais

Neste caṕıtulo foram apresentados dois classificadores associativos baseados em regras

de associação estat́ıstica, para aux́ılio ao diagnóstico de imagens médicas: o SACMiner

e o MinSAR. Estes classificadores não realizam a discretização de dados, trabalhando

com os dados cont́ınuos diretamente, e não possuem a fase de geração de itemsets

candidatos, realizando a seleção de caracteŕısticas e a geração de regras que compõem

o modelo de classificação em um único passo. O classificador MinSAR também estima

automaticamente os limiares necessários na fase de mineração das regras, enquanto que

a maioria dos métodos da literatura necessitam que o usuário entre com esses valores.

Os resultados dos experimentos realizados com bases reais mostram que os classificadores

SACMiner e MinSAR alcançaram valores de acurácia, sensibilidade e especificidade altos

comparados com algoritmos da literatura como C4.5, naive bayes, 1R.
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Caṕıtulo

7
Detecção automática de epilepsia no

lobo temporal

Epilepsia é uma das desordens neurológicas mais comuns, e afeta pessoas de todo o

mundo. É a terceira doença neurológica mais comum e impõe altos custos à sociedade

(Sujitha et al., 2010). Epilepsia do lobo temporal mesial (ELTM) associada com esclerose

hipocampal é a forma de epilepsia mais comum em adultos (Engel Jr., 2008).

O diagnóstico tradicional para a detecção de ELTM é baseado na análise de alterações

ocorridas principalmente no hipocampo e em outras estruturas do lobo temporal, sendo

que pelo menos 80% dos casos das crises epilépticas iniciam-se no hipocampo (WO

4th, 2012). Por isso, mudanças patológicas no hipocampo e em outras estruturas do

lobo temporal estão bem documentadas em pacientes com ELTM (Sujitha et al., 2010).

Entretanto, o diagnóstico fica dif́ıcil de ser realizado quando o paciente não apresenta

mudanças significativas no volume do hipocampo apresentado no exame de ressonância

magnética, o que atrapalha o processo de identificação da lateralidade do foco epiléptico

e a detecção precoce da doença (Farid et al., 2012). Logo, a classificação automática

de imagens de ressonância magnética é uma ferramenta desejável para melhorar a

interpretação das imagens, especialmente quando essas mudanças são sutis ou distribúıdas

igualmente nas estruturas e podem ser despercebidas na inspeção visual (Focke et al.,

2012).

Estudos recentes têm detectado anormalidades em regiões neocorticais em ELTM e

têm demostrado que a ELTM não está limitada a uma patologia hipocampal, mas antes

uma doença que afeta as regiões neocorticais temporais e extratemporais (McDonald

et al., 2008; Blümcke et al., 2012). Lin et al. (2007) encontrou mudanças na medida

97
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da espessura cortical em pacientes com ELTM. Os autores ainda encontraram 30% de

reduções bilaterais em espessura cortical em várias regiões dos lobos frontal, temporal e

ocipital em pacientes com ELTM comparados aos controles. Além disso, eles encontraram

que a longa duração da doença estava associada à diminuição cortical nas regiões frontal

superior, parietal e parahipocampal, sugerindo que a ELTM crônica é caracterizada por

mudanças neocorticais que são progressivas e em regiões espećıficas.

Diversos métodos têm sido desenvolvidos para realizar a detecção de diferenças em

estruturas cerebrais de pacientes com ELTM em comparação a controles. Alguns autores

desenvolveram frameworks que usam extração de caracteŕısticas e um classificador do

campo de aprendizado de máquina. McDonald et al. (2008) usou medidas de espessura

cortical e análise de discriminante linear (LDA) para diferenciar pacientes com ELTM de

controles e obteve valores de 74% de acurácia, sensibilidade e especificidade. Keihaninejad

et al. (2010) usou seleção de atributos e classificação baseada em volumes estruturais com

SVM (Suport-Vector Machine) e obteve 96% de precisão na separação entre pacientes

com ELTM e controles, usando 14 medidas de volume de estruturas cerebrais. Focke

et al. (2012) comparou 38 pacientes com esclerose hipocampal e ELTM unilateral e

22 sujeitos neurologicamente normais, usando caracteŕısticas extráıdas da segmentação

baseada na massa cinzenta e difusidade média para a representação das imagens, obtendo,

respectivamente, 88% e 93% de precisão na classificação de pacientes e controles, usando

o classificador SVM.

A maioria destes trabalhos se preocupam apenas com a precisão da classificação

e não apresentam uma análise das caracteŕısticas mais significativas. Neste caṕıtulo

é apresentada uma nova metodologia para detecção automática de epilepsia no lobo

temporal mesial, que, além da classificação, apresenta a relação das medidas que

mais foram significativas no processo da tomada de decisão pelo classificador. Para

a categorização das imagens foram usadas medidas de estruturas de espessura cortical

para permitir que pacientes com ELTM sejam diagnosticados, mesmo que apresentem

mudanças sutis no hipocampo.

Os resultados apresentados neste caṕıtulo foram publicados na forma de artigo

cient́ıfico no XXIII Congresso Brasileiro de Engenharia Biomédica (Watanabe et al.,

2012a).

7.1 Descrição do método

Nesta seção é apresentada a metodologia proposta para a detecção automática e para

o aux́ılio ao diagnóstico de ELTM desenvolvida neste trabalho. Esta metodologia usa

o classificador 1-NN, que possui baixo custo computacional, e o classificador C4.5, o

qual gera uma árvore de decisão na fase de aprendizagem. As medidas usadas para a

caracterização das imagens são medidas das estruturas corticais, ao invés da utilização de
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medidas relacionadas ao volume de estruturas subcorticais, dentre elas, o hipocampo,

para permitir que, mesmo exames em que o hipocampo possua mudanças sutis ou

apresente mudanças distribúıdas em ambos os hemisférios, seja realizada a categorização

de pacientes e controles com alta precisão de classificação. Além da classificação, nesta

metodologia é abordada a análise das estruturas corticais que mais apresentaram uma

representação significativa no processo de classificação. Estas medidas foram selecionadas

por meio do algoritmo Relief e também pela análise dos atributos selecionados pelo

algoritmo C4.5 para a construção do modelo de árvore de decisão. Dessa forma, além da

classificação da imagem, a metodologia desenvolvida é capaz de sugerir um diagnóstico

ao médico que apresenta a relação das estruturas mais significativas para o processo de

classificação, o que não é posśıvel quando são usados classificadores como o LDA e o SVM.

O pipeline do método proposto para a análise das medidas de espessura cortical está

apresentado na Figura 7.1.
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Controles e Pacientes

Pré-processamento Imagem (FreeSurfer)
Reconstrução 3D, Segmentação de Imagem
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Figura 7.1: Método proposto

Inicialmente, a fase de treinamento é executada para construir o classificador. Nesta

fase, primeiramente são obtidas as imagens de ressonância magnética (RMI) da cabeça dos

participantes, que são os pacientes, pessoas que possuem ELTM, e os controles, que são os

sujeitos normais, ou seja, sem epilepsia. Depois, na fase de preprocessamento da imagem,

as imagens 3D são reconstrúıdas e cada hemisfério é segmentado em 34 regiões cerebrais

usando o software FreeSurfer, o qual será detalhado posteriormente. Ainda usando o

FreeSurfer, as medidas de espessura cortical são automaticamente extráıdas de cada região

para compor o vetor de caracteŕısticas. As imagens agora são caracterizadas por estes

vetores e é aplicado um algoritmo para selecionar as caracteŕısticas mais significativas

para evitar alterações na fase de classificação. Desta forma, o classificador é constrúıdo
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baseado nestes vetores de caracteŕısticas. Na fase de teste, um novo conjunto de imagens,

igualmente processadas, são usadas para avaliar a classificação. A sáıda nesta fase é a

sugestão de um diagnóstico e relações entre algumas regiões cerebrais, o que torna o papel

do processo mais compreenśıvel ao especialista. Cada passo do método está descrito a

seguir.

7.1.1 Participantes

Os participantes deste trabalho foram 123 pacientes com ELTM e 174 controles saudáveis.

A idade deles estava entre 14 e 59 anos. O consentimento para o uso de seus exames nesta

pesquisa foi obtido antes dos participantes realizarem o exame de RMI, e este estudo foi

aprovado pelo Comitê de Ética do Hospital das Cĺınicas da Faculdade de Medicina de

Ribeirão Preto, da Universidade de São Paulo (Processo HCRP no 5961/2009).

O critério de inclusão foi realizado da seguinte maneira:

1. semiologia de crises consistentes com ELTM, geralmente com auras epigástricas,

autônomas, ou f́ısicas seguidas por inibição comportamental, opacificação pro-

gressiva da consciência, automatismos oroalimentares e manuais, e fenômenos

autonômicos;

2. picos interictais unilaterias ou bilaterais, anterior e mesial temporal;

3. monitoramento de video-eletroencefalograma com ińıcio das crises decorrentes

exclusivamente do lobo temporal;

4. RMI com atrofia hipocampal evidente (AH) e um sinal hiper-intenso em sequênias

T2-ponderadas, sem ordem de lesão identificada;

5. ELT medicalmente refratária, definida como falha de resposta de pelo menos dois

fármacos anti-epilépticos, após verificações adequadas. Deve-se ressaltar que 56

pacientes tinham AH do lado direito e 66 pacientes tinham AH do lado esquerdo.

7.1.2 Aquisição de imagens e extração de caracteŕısticas

Aquisição de imagens

Considerando o processo de aquisição das imagens, todos os sujeitos realizaram o exame

em um tomógrafo de ressonância magnética nuclear com um campo de 1.5 Tesla (Siemens

Magneton Vision, Erhlängen, Germany), usando uma bobina comercial de cabeça com

polarização circular. O protocolo incluiu uma sequência Gradiente-eco 3D (MPRAGE)

ponderada em T1 (TR = 9, 7ms; TE = 4ms; flip angle = 12graus), com slab cobrindo

todo o encéfalo e proporcionando partições de 1 mm de espessura no plano sagital, matriz
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de 256× 256 pixels e campo de visão (field of view - FOV) de 256 mm, produzindo assim

um pixel isométrico de 1mm3.

Extração de caracteŕısticas

A espessura cortical é uma medida anatômica utilizada para descrever a espessura das

camadas do córtex cerebral nos cérebros dos mamı́feros. A análise desta medida mede

a espessura da matéria cinzenta presente no córtex, e representa um papel importante

no grau de capacidades cognitiva que o indiv́ıduo pode ter (Santos, 2010). A espessura

cortical também pode ser definida como a distância em miĺımetros em três dimensões

entre a borda da substância branca com a substância cinzenta até a borda da substância

cinzenta com o ĺıquido cefalorraquidiano (Picon, 2012).

Considerando o processamento de imagens, medidas da espessura cortical a partir

do dado de RMI é uma tarefa não trivial devido à natureza convoluta do córtex. A

espessura do córtex é uma propriedade que só pode ser corretamente medida se o local e

a orientação das superf́ıcies cinza/branca e pial forem ambas conhecidas, o que torna o

processamento dessas imagens um desafio (Fischl & Dale, 2000). Neste estudo, medidas

de espessura foram calculadas usando o software FreeSurfer1 para construção e cálculo

da espessura, como descrito em Dale et al. (1999); Fischl et al. (2001). Estimativas da

espessura cortical foram calculadas para regiões de interesse (ROIs) baseadas em giros

e lobos, e ponto a ponto através do manto cortical. As ROIs baseadas em giros foram

derivadas de um sistema de reconhecimento automático que subdivide a RMI do córtex

cerebral volumétrico em 34 regiões neuroanatômicas por hemisfério (4 medial temporal, 5

lateral temporal, 11 frontal, 5 parietal, 4 ocipital, e 5 cinguladas) (McDonald et al., 2008).

Este método foi validado por (Desikan et al., 2006) e também por (Han et al., 2006).

Após segmentadas as áreas cerebrais, propomos três vetores de caracteŕısticas. O

primeiro vetor foi composto pelas medidas das espessuras corticais de cada estrutura

cerebral do hemisfério esquerdo, contendo, portanto, 34 caracteŕısticas. O segundo

vetor foi composto pelas medidas das espessuras corticais de cada estrutura cerebral

do hemisfério direito, também contendo 34 medidas. E o terceiro vetor foi composto

pelas medidas de espessuras corticais de cada estrutura cerebral de ambos os hemisférios,

contendo, portanto, 68 atributos.

As diferenças entre as medidas de espessuras corticais de homens e mulheres são

pequenas. No cérebro humano adulto a zona mais fina é a fissura calcarina, com cerca de

2 mm; já a zona mais espessa é o giro pré-central, com cerca de 4mm (Kabani et al., 2001;

Santos, 2010). Devido a estas caracteŕısticas, não foi realizada a normalização dos valores

dos vetores de caracteŕısticas, o que possibilita uma análise considerando as medidas reais.

1Massachusetts General Hospital, Boston, MA; http://surfer.nmr.mgh.harvard.edu
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7.1.3 Seleção de caracteŕısticas

A seleção das caracteŕısticas relevantes e a eliminação das irrelevantes é um problema

central em mineração de imagens. A seleção de caracteŕısticas é o problema de escolher

um subconjunto menor de caracteŕısticas que idealmente é suficiente para caracterizar bem

as imagens. Aqui, a seleção de caracteŕısticas foi usada para automaticamente detectar

tecidos anormais que têm alterações mais significantes, desde que tem-se as espessuras

corticais de diversas áreas do cérebro.

Neste trabalho, foi usado o algoritmo Relief. Também foram usadas as caracteŕısticas

selecionadas pelo algoritmo C4.5, o qual usa a entropia para medir quão relevante é um

atributo.

7.1.4 Classificação

Para determinar se a alteração na espessura cortical de cada região poderia diferenciar

pacientes com ELTM de controles, no ńıvel do sujeito, foram usados os classificadores

1-NN e árvore de decisão. Os dois classificadores são métodos de classificação binária

supervisionados.

7.2 Experimentos

Para avaliar o método, primeiramente as imagens foram segmentadas e foram extráıdas

as espessuras corticais de cada estrutura cerebral para cada hemisfério cerebral, usando

o FreeSurfer, como já descrito anteriormente. Então, estas medidas compuseram o vetor

de caracteŕısticas que alimentou um classificador (1-NN ou árvore de decisão C4.5),

primeiramente considerando as medidas de cada hemisfério separadamente (primeiro e

segundo vetores de caracteŕısticas propostos, com 34 atributos cada um), e então todas

as medidas de ambos os hemisférios (terceiro vetor de caracteŕısticas proposto, com 68

atributos), cuja descrição dos vetores de caracteŕısticas está na Seção 7.1.2. Para a

análise do poder de caracterização das imagens, cada vetor de caracteŕıstica foi usado

na tarefa de classificação, a qual usou os classificadores 1-NN e C4.5. Para analisar quais

destas caracteŕısticas possúıam maior relevância para categorizar as imagens, foi usado o

algoritmo de seleção de caracteŕısticas Relief. Então, os novos vetores de caracteŕısticas,

compostos pelas caracteŕısticas selecionadas, foram submetidos ao algoritmo 1-NN. Com

relação à análise de quais medidas foram mais relevantes para a categorização das imagens,

também foram analisadas as caracteŕısticas selecionadas pelo algoritmo C4.5 para a

construção da árvore de decisão.

Para avaliar os resultados da fase de classificação, foi executada a abordagem 10-fold

cross validation. Para comparar os resultados, foram calculadas as medidas de acurácia,
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sensibilidade e especificidade. Uma predição ótima atinge 100% de sensibilidade (i.e.,

prediz todas as imagens do grupo de pacientes como paciente) e atinge 100% de

especificidade (i.e., não prediz nenhuma imagem do grupo controle como paciente).

7.3 Resultados

A classificação em controles e pacientes foi executada usando a espessura cortical de

estruturas corticais dos hemisférios esquerdo, direito ou ambos, respectivamente.

7.3.1 Espessura cortical de regiões cerebrais do hemisfério esquerdo

A Tabela 7.1 mostra os resultados para os descritores compostos pela espessura cortical

das estruturas do hemisfério esquerdo. Foram consideradas as 10 primeiras caracteŕısticas

selecionadas pelo algoritmo Relief das 34 que compõem o vetor de caracteŕısticas. Este

algoritmo selecionou as seguintes regiões: córtex insula, pericalcarine, giro lingual,

entorrinal, giro temporal médio, córtex cingulado anterior rostral, parahipocampal, giro

temporal transverso, pós-central, e temporal superior.

Tabela 7.1: Espessura cortical de estruturas cerebrais do hemisfério esquerdo.

Classificador Caracteŕısticas Acurácia Sensibilidade Especificidade
1-NN 34 100 100 100
C4.5 34 99.33 98.37 100

1-NN 10 100 100 100
1-NN 3 99.66 99.19 100

Pode-se obervar que os valores de acurácia, sensibilidade e especificidade alcançaram

100% de acerto, usando o classificador 1-NN e considerando tanto todas as caracteŕısticas

do vetor (34 caracteŕısticas) como também considerando apenas as 10 primeiras seleciona-

das pelo algoritmo Relief. Ou seja, com menos de 30% do esforço computacional pode-se

obter os mesmos resultados que são obtidos com o conjunto completo de caracteŕısticas.

Os resultados usando o C4.5 também são significantes, e a árvore de decisão gerada na

fase de treinamento mostra a relação entre o córtex pericalcarino e a ı́nsula, como descrito

a seguir:

SE córtex pericalcarino ≤ 2.096 mm

SE ı́nsula ≤ 2.115 mm ENTÃO sujeito normal;

SE ı́nsula > 2.115mm ENTÃO sujeito tem ELTM

SE córtex pericalcarino > 2.096 mm ENTÃO sujeito normal

(7.1)

Estas regras mostram que a espessura cortical do córtex pericalcarino e da ı́nsula estão

correlacionados quando a espessura do córtex pericalcarino é menor ou igual a 2.096mm.
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7.3.2 Espessura cortical de regiões cerebrais do hemisfério direito

A Tabela 7.2 apresenta os resultados usando as medidas de espessura cortical apenas de

regiões cerebrais do hemisfério direito. As 10 primeiras caracteŕısticas selecionadas pelo

algoritmo Relief das 34 que compõem o vetor de caracteŕısticas foram: córtex da ı́nsula,

córtex pericalcarino, giro lingual, entorrinal, parahipocampal, giro temporal médio, córtex

cingulado anterior rostral, pós-central, giro temporal transversal, e giro rostral médio

frontal.

Tabela 7.2: Espessura cortical de estruturas cerebrais do hemisfério esquerdo.

Classificador Caracteŕısticas Acurácia Sensibilidade Especificidade
1-NN 34 99.33 99.19 99.43
C4.5 34 98.65 97.56 99.43

1-NN 10 100 100 100
1-NN 3 99.33 99.19 99.43

Pode-se observar que os maiores valores de acurácia, sensibilidade e especificidade

foram obtidos usando o classificador 1-NN e apenas usando as 10 caracteŕısticas seleci-

onadas pelo algoritmo Relief das 34 que compõem foi posśıvel obter valores até 100%.

Entretanto, todos os resultados mostraram uma alta taxa de acurácia e especificidade,

com valores acima de 99%.

O algoritmo C2.5 também selecionou as mesmas caracteŕısticas quando executado

usando as medidas do hemisfério esquerdo: córtex pericalcarino e ı́nsua, e a relação entre

elas está apresentada nas seguintes regras:

SE córtex pericalcarino ≤ 2.078 mm

SE ı́nsula ≤ 2.264 mm ENTÃO sujeito normal;

SE ı́nsula > 2.264mm ENTÃO sujeito tem ELTM

SE córtex pericalcarino > 2.078 mm ENTÃO sujeito normal

(7.2)

Neste experimento, a relação entre ı́nsula e o córtex pericalcarino é a mesma

apresentada usando as medidas do hemisfério esquerdo.

7.3.3 Espessura cortical de regiões cerebrais de ambos hemisférios

Neste experimento, foram consideradas as medidas de espessura cortical de ambos os

hemisférios. Os resultados estão apresentados na Tabela 7.3. As 10 primeiras carac-

teŕısticas selecionadas pelo algoritmo Relief das 68 que compõem o vetor de caracteŕısticas

foram: córtex insular esquerdo, córtex pericalcarino esquerdo, córtex insular direito,
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córtex pericalcarino direito, giro lingual direito, giro lingual esquerdo, giro entorrinal

direito, giro entorrinal esquerdo, giro cingulado rostral anterior, e parahipocampal direito.

Tabela 7.3: Espessura cortical de estruturas cerebrais do hemisfério esquerdo.

Classificador Caracteŕısticas Acurácia Sensibilidade Especificidade
1-NN 68 100 100 100
C4.5 68 98.33 98.37 100

1-NN 10 100 100 100
1-NN 3 99.66 99.19 100

As caracteŕısticas selecionadas pelo C4.5 para construir a árvore de decisão foram giro

pericalcarino direito (dir-pericalcarino) e córtex insular esquerdo (esq-́ınsula). A relação

entre estas medidas está apresentada nas seguintes regras:

SE dir-pericalcarino ≤ 2.078 mm

SE esq-́ınsula ≤ 2.115 mm ENTÃO sujeito normal;

SE esq-́ınsula > 2.115mm ENTÃO sujeito tem ELTM

SE córtex pericalcarino > 2.078 mm ENTÃO sujeito normal

(7.3)

7.4 Discussão dos resultados

Os resultados alcançados enfatizam que mudanças patológicas espećıficas estão presentes

no neocórtex de pacientes com ELTM, representado pela redução da espessura cortical.

Esta é uma abordagem que mostra que é posśıvel detectar ELTM analisando não apenas

reduções de volume, como é explorado em outros estudos.

Os resultados mostram que a espessura cortical é uma boa medida para representar

imagens e detectar ELTM. Os resultados obtidos pelo método proposto alcançam valores

mais altos de acurácia que outros métodos da literatura. Keihaninejad et al. (2010)

alcançou 96% de acurácia usando volumes estruturais como caracteŕısticas e o classificador

SVM (Support Vector Machine). McDonald et al. (2008) classificou com precisão de

74% ambos os grupos usando todas as medidas de espessura cortical e o classificador

LDA (Linear Discriminant Analisys). O método proposto neste trabalho alcançou 100%

de acurácia, sensibilidade e especificidade executando o classificador 1-NN, que pode

ser facilmente implementado utilizando estruturas de ı́ndice métricos em sistemas de

gerenciamento de bases de dados, além de ter custo computacional menor do que o SVM

e o LDA.

Outra vantagem do 1-NN sobre outros classificadores é que é um método de

classificação simples. Além disso, o 1-NN não possui a fase de treinamento (Kordos et al.,

2010), e o tempo da fase de teste pode ser significantemente reduzido pela referência a
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priori de uma seleção do vetor, o que precisa ser realizado apenas uma vez ou aplicando

estratégias avançadas de buscas dos vizinhos mais próximos.

A vantagem do C4.5 sobre o SVM e o LDA é que este gera regras que podem

ser interpretadas pelo usuário, o qual torna-o apto a estudar as relações entre as

caracteŕısticas.

Além disso, analisando os resultados presentes nas tabelas e as caracteŕısticas

selecionadas, pode-se inferir que alterações na espessura cortical foram detectadas em

ambos os hemisférios em pacientes com ELTM quando comparados aos controles, por

causa dos três resultados a seguir. Primeiro, o Relief selecionou as mesmas 9 caracteŕısticas

de um subconjunto de 10 caracteŕısticas para ambos os hemisférios. Segundo, os valores

de acurácia, sensibilidade e especificidade usando apenas espessura cortical (esquerda

ou direita) alcançaram 100%. Terceiro, quando foram usadas espessuras corticais de

estruturas de ambos hemisférios, foram alcançados os mesmos valores de 100%.

As 10 caracteŕısticas selecionadas pelo Relief mostram que a perda de espessura

cortical aconteceu nas regiões posterior temporal, parietal, ocipital e sensorial-motoras.

Estas regiões foram também encontradas em outro estudo (Dabbs et al., 2009), no qual

foi analisada a espessura cortical para correlacionar os fenótipos cognitivos em ELT.

É importante ressaltar que os experimentos propostos e realizados neste trabalho não

excluem a perda da espessura cortical em outras regiões, mas foram usadas apenas 10

caracteŕısticas que classificaram com sucesso tanto o grupo pacientes quanto o controle.

Para analisar a relação entre as caracteŕısticas, pode-se observar que as caracteŕısticas

que foram selecionadas pelo algoritmo C4.5 para a construção da árvore de decisão, e as

regras geradas. Este classificador selecionou apenas duas regiões em ambos hemisférios:

o córtex insular e o córtex pericalcarino.

Anatomicamente, a ı́nsula tem extensivas conexões com o sistema ĺımbico, incluindo o

giro cingulado, córtex entorrinal, amı́dala e hipocampo. Assim, crises que surgem do lobo

temporal mesial rapidamente se espalham para a ı́nsula (Schwartz, 2005), o que explica

a alteração expressiva da espessura cortical nesta região.

O córtex pericalcarino também está fisicamente e diretamente conectado com o lobo

temporal, na porção média. Também está conectado com o córtex ocipital e sua fronteira

lateral está conectada com o sulco inferior-médio e o sulco calcarino. Pode-se concluir,

então, que a ELTM causa alterações na espessura cortical nesta região. Em Jenkins

et al. (2011) são apresentadas as seguintes associações: a perda do volume do córtex

pericalcarino e o subsequente desenvolvimento de esclerose múltipla e ELTM. Isto reforça

a relação entre alteração no córtex pericalcarino e a presença de ELTM.
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Baseado nos resultados alcançados, pode-se afirmar que a medida de espessura cortical

é significante em pacientes com ELTM. Dessa forma, a espessura cortical pode ser

usada para classificar com sucesso pacientes e controles usando um dos classificadores

mais simples, o 1-NN. A seleção de apenas 10 caracteŕısticas com o algoritmo Relief

e o uso do algoritmo C4.5 torna posśıvel o estudo da relação entre as caracteŕısticas

que apresentam alterações mais significantes. Além disso, também pode-se encontrar

que esta alteração é bilateral, pois pode-se usar apenas a espessura cortical de um dos

hemisférios (esquerdo ou direito) e ainda assim alcançar uma precisão de 100% de acerto da

classificação. Uma importante aplicação desta técnica é que pode ser usada para detectar

automaticamente tecidos em um paciente individual para avaliação pré-cirúrgica. Estudos

futuros devem usar esta metodologia em pacientes com ELTM que não apresentam

mudanças significativas no volume do hipocampo e que visa a identificação da lateralidade

do foco epiléptico.
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8
Conclusão

Sistemas de apoio à decisão cĺınica são desenvolvidos visando diferentes aspectos de

cuidado ao paciente, incluindo prevenção, diagnóstico e planejamento de tratamento.

É muito importante enfatizar que os sistemas de apoio à decisão são destinados a

complementar e não suplantar o médico no processo de tomada de decisão. Em outras

palavras, tais sistemas são destinados a auxiliar o especialista em realizar escolhas dentre

diversas alternativas. Esses sistemas não são destinados a automatizar o processo de

tal modo que a escolha seja imposta ao usuário. Embora alguns sistemas de apoio à

decisão sejam projetados para fornecer recomendações espećıficas para a consideração, o

usuário especialista revisa as sugestões e pode vir a rejeitá-las em favor de uma alternativa

diferente (Muralidhar et al., 2011). Portanto, é muito importante que a precisão das

sugestões de diagnóstico destes sistemas seja alta, que o conhecimento obtido seja de fácil

interpretação e compreensão e que forneça respostas em um tempo aceitável ao usuário.

Assim, esta tese buscou desenvolver métodos de mineração de imagens para aumentar a

precisão de sistemas de apoio ao diagnóstico por imagens e para gerar conhecimento de

fácil compreensão ao usuário em um tempo aceitável.

8.1 Principais contribuições

O trabalho desenvolvido e apresentado nesta tese trouxe contribuições para a área de

sistemas de aux́ılio ao diagnóstico e mineração de imagens. As principais contribuições

envolveram o desenvolvimento de métodos e técnicas de extração de caracteŕısticas de

109
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imagens e de classificadores associativos e também o desenvolvimento de um framework

de sistema de aux́ılio ao diagnóstico.

A primeira contribuição foi a redução do gap semântico existente entre a representação

numérica das imagens e sua interpretação humana por meio do desenvolvimento de

extratores de caracteŕısticas baseados em redes complexas. A inovação deste método

está na modelagem da forma da imagem em uma rede complexa livre de escala a

partir de seu contorno e esqueleto. Os extratores propostos, baseados em medidas

da topologia da rede, geraram vetores de caracteŕısticas compactos, os quais possuem

de dois a sete atributos, também lidando, portanto, com o problema da maldição da

alta dimensionalidade dos dados. Os experimentos realizados mostraram que os novos

descritores propostos representam melhor as imagens que descritores tradicionais da

literatura, como os momentos de Zernike e texturas de Haralick, gerando um resultado de

classificação mais precisa. A vantagem de se usar redes complexas para a representação

de imagens em relação à maioria dos descritores de forma é que não é necessário que

os pixels do contorno das imagens sejam adjacentes e sequenciais, já que o modelo leva

em consideração apenas a distância entre os elementos do esqueleto até algum ponto

do contorno. Isso permite que o método proposto gere descritores invariantes à escala,

rotação e à pequenas deformações. Por fim, diferente do método de Backes et al. (2009),

que usa redes complexas de pequeno mundo para modelar imagens e recria a rede diversas

vezes para a extração das caracteŕısticas, o método desenvolvido gera a rede apenas uma

vez.

A segunda contribuição deste trabalho foi o desenvolvimento de dois classificadores

associativos, o SACMiner e o MinSAR. Os algoritmos desenvolvidos buscaram evitar os

problemas que a maioria dos classificadores associativos da literatura possuem, que são: o

alto custo computacional de algoritmos para descobrir um conjunto de itens frequentes; a

discretização dos dados cont́ınuos, o que pode gerar perda de informação e inconsistência

nos dados; e a geração de um grande número de regras, dificultando o entendimento

do conhecimento obtido e gerando ambiguidade de regras. Tanto o SACMiner quanto o

MinSAR sobrepujaram estes desafios por meio do uso de regras de associação estat́ısticas.

O SACMiner é um classificador que evita a fase de discretização de dados e gera regras

simples e diretas, que facilitam a compreensão do especialista médico na análise do

diagnóstico. Além disso, este classificador possui um algoritmo de geração de regras de

ordem linear com relação ao número de atributos no vetor de caracteŕısticas e ao número

de classes, percorrendo a base de dados apenas uma vez. Dessa forma, o algoritmo evita

a realização de muitos cálculos, como é feito na maioria dos algoritmos de classificadores

associativos. Isso é posśıvel porque o algoritmo realiza seleção de atributos e mineração

de regras de associação estat́ısticas em um único passo. O processo de seleção de atributos

ainda contribui para reduzir o número de caracteŕısticas selecionadas para a geração de

regras, lidando ao mesmo tempo com o problema da maldição da alta dimensionalidade
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dos dados e com o problema da geração de grande número de regras. A precisão de

classificação do SACMiner se mostrou superior quando comparada aos resultados obtidos

por classificadores bem estabelecidos na literatura como o C4.5, naive bayes e 1-NN. Já o

classificador MinSAR é uma extensão do classificador SACMiner, e, portanto, possui todas

as vantagens do algoritmo original, com o adicional de não requerer do usuário parâmetros

de entrada ao algoritmo de geração de regras, gerando, portanto, um conjunto de regras

compacto e relevante, evitando a geração de regras espúrias. Além da maior precisão

de classificação destes métodos com relação aos classificadores C4.5, naive bayes, 1-NN e

AdaBoost, outra vantagem é que o conhecimento obtido é apresentado por meio de regras

simples SE-ENTÃO, o que permite uma fácil compreensão pelo especialista, que pode

então analisar o que levou o classificador a tomar determinada decisão, fazer análises das

relações das medidas das caracteŕısticas com a classe a que estão relacionadas, tornando

o sistema mais confiável para ser utilizado.

A terceira contribuição deste trabalho foi o desenvolvimento de um framework de

sistema de aux́ılio ao diagnóstico de câncer de mama usando os classificadores associativos

descritos anteriormente. A vantagem deste framework com relação a outros da literatura

é que apresenta uma classificação mais precisa em relação a outros e apresenta o

conhecimento obtido na fase de aprendizagem, o que torna o sistema mais confiável

para ser utilizado pelo especialista. Isto ocorre devido aos classificadores desenvolvidos

utilizados e às caracteŕısticas de forma usadas no sistema, as quais carregam uma

semântica relevante, como área do tumor detectado, tamanho do eixo maior do tumor,

tamanho do eixo menor, dentre outras.

A quarta e última contribuição foi o desenvolvimento de uma metodologia para o

aux́ılio ao diagnóstico de epilepsia no lobo temporal mesial (ELTM) por meio de exames

de ressonância magnética. Um problema na representação de imagens é a diferença entre

a representação numérica das imagens e sua representação visual (gap semântico). Nesta

metodologia foram consideradas medidas de espessura das estruturas corticais. Essas

medidas podem ser consideradas caracteŕısticas de alto ńıvel, pois agregam conteúdo

semântico, tendo um significado bem definido para o especialista. Assim, o uso destas

medidas permitiu reduzir tanto o gap semântico quanto gerar informações compreenśıveis e

acesśıveis ao radiologista. A inovação desta metodologia é que não usa medidas de volume

do hipocampo, como tradicionalmente o diagnóstico é realizado, já que mudanças sutis no

volume do hipocampo podem atrapalhar a detecção da ELTM. Assim, este método possui

a vantagem de classificar pacientes corretamente, mesmo que estes possuam mudanças

sutis no hipocampo. A outra vantagem é que a precisão do diagnóstico usando estas

caracteŕısticas é alta, chegando a 100% de precisão com o uso de classificadores com

baixo custo computacional como o classificador que usa o vizinho mais próximo (1-NN).

Por fim, esta metodologia realiza uma análise das medidas que foram mais significativas

no processo de classificação. Esta análise é realizada por meio da aplicação do algoritmo
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de seleção de atributos Relief e também são considerados os atributos selecionados no

modelo de construção da árvore de decisão pelo algoritmo C4.5. Dessa forma, além da

classificação da imagem, a metodologia desenvolvida é capaz de sugerir um diagnóstico

ao médico que apresenta a relação das estruturas mais significativas para o processo de

classificação, o que não é posśıvel quando são usados apenas classificadores como o LDA

e o SVM, que são as abordagens da literatura.

8.2 Publicações

Esta tese também gerou um conjunto de trabalhos publicados em eventos nacionais e

internacionais, os quais estão listados a seguir.

Caṕıtulos de livros internacionais

• WATANABE, C. Y. V., RIBEIRO, M. X., TRAINA JUNIOR, C., TRAINA, A.

J. M. SACMiner: A New Classification Method Based on Statistical Association

Rules to Mine Medical Images. Enterprise Information Systems, Lecture Notes in

Business Information Processing, v. 73, p. 249-263, 2011.

• TRAINA, A. J. M., TRAINA JUNIOR, C., BALAN, A. G. R., RIBEIRO, M. X.,

BUGATTI, P. H., WATANABE, C. Y. V., AZEVEDO-MARQUES, P. M. Feature

Extraction and Selection for Decision Making. In: Thomas Martin Deserno. (Org.).

Biomedical Image Processing. 1sted.Heidelberg: Springer Berlin Heidelberg, 2011,

v. , p. 197-223.

Congressos internacionais - artigos completos

• WATANABE, C. Y. V., RAMOS, J. S., TRAINA, A. J. M., TRAINA JUNIOR,

C. A CAD system based on complex networks theory to characterize mass in

mammograms. In: SPIE Medical Imaging 2012: Computer-Aided Diagnosis. San

Diego, CA, 2012. v. 8315. p. 1-12.

• WATANABE, C. Y. V., RIBEIRO, M. X., TRAINA JUNIOR, C., TRAINA,

A. J. M. Statistical Associative Classification of Mammograms: The SACMiner

Method. In: 12th International Conference on Enterprise Information Systems

- ICEIS2010, 2010, Funchal. Proceedings of 12th International Conference on

Enterprise Information Systems - Artificial Intelligence and Decicion Support

Systems. Portugal: SciTePress, 2010. v. 2. p. 121-128.
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Congresso internacional - short paper

• WATANABE, C. Y. V., RIBEIRO, M. X., TRAINA, A. J. M., TRAINA JUNIOR,

C. A Statistical Associative Classifier with Automatic Estimation of Parameters on

Computer Aided Diagnosis. In: 2012 Eleventh International Conference on Machine

Learning and Applications (ICMLA), 2012, Boca Raton. 2012 11th International

Conference on Machine Learning and Applications, 2012. v. 1. p. 564-567.

Workshop internacional - artigo completo

• SILVA, C. Y. V. Watanabe, RIBEIRO, M. X., TRAINA, A. J. M., TRAINA

JUNIOR, C. Employing Wavelet Transforms to Support Content-Based Retrieval

of Medical Images. In: 8th International Workshop on Pattern Recognition in

Information Systems (PRIS 2008), 2008, Barcelona. Anais do PRIS 2008. p. 19-28.

Congressos nacionais - artigos completos

• WATANABE, C. Y. V., DINIZ, P. R. B., VELASCO, T. R., HILDENBERG, C. L.

O., TRAINA, A. J. M. Automatically detecting temporal lobe epilepsy using cortical

thickness measures. In: XXIII Congresso Brasileiro de Engenharia Biomédica, 2012,

Porto de Galinhas. XXIII Congresso Brasileiro de Engenharia Biomédica, 2012. p.

1255-1259.

• SILVA, C. Y. V. Watanabe, BUGATTI, P. H., RIBEIRO, M. X., TRAINA JUNIOR,

C., TRAINA, A. J. M. Improving CBIR Using Feature Extraction Based on Wavelet

Transform. In: XIV Simpósio Brasileiro de Sistemas Multimedia e Web (WebMedia

2008), 2008, Vila Velha, ES. Anais do WebMedia 2008. Porto Alegre: Sociedade

Brasileira de Computação, 2008. v. 1. p. 51-58.

8.3 Proposta de trabalhos futuros

Apesar desta tese ter trazido contribuições relevantes à área de sistemas CAD e mineração

de imagens e ter atingido os objetivos propostos inicialmente, os desafios destas áreas

ainda não foram totalmente solucionados. Assim, os principais direcionamentos para

outros trabalhos que podem ser realizados a partir desta tese estão listados a seguir:

• Extensão da metodologia de detecção automática de ELTM: neste trabalho

foram considerados apenas pacientes com epilepsia unilateral (ou seja, com foco

epiléptico em um dos lados). É necessário que sejam adquiridos exames de

pacientes que possuam epilepsia bilateral e buscar informar o foco epiléptico, além

da classificação em pacientes e controles. Isso seria ainda mais relevante ao médico.
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• Aplicação dos classificadores SACMiner e MinSAR no aux́ılio ao di-

agnóstico de ELTM: foi visto que o uso destes classificadores no aux́ılio ao

diagnóstico de mama foi adequado, aumentando a precisão da classificação e

apresentado um modelo de aprendizagem de fácil compreensão ao especialista.

Como na metodologia para o diagnóstico de ELTM já foram usadas caracteŕısticas

significativas, o uso de classificadores associativos tende a gerar regras interessantes.

• Aplicar o SACMiner e o MinSAR a outros tipos de base de imagens

médicas: dessa maneira, é posśıvel avaliar o quão robustos são estes classificadores.

• Aplicação dos extratores de caracteŕısticas baseados em redes complexas

em outras bases de imagens médicas: também podem ser exploradas outras

medidas topológicas e verificar quais delas caracterizam melhor cada tipo de imagem.

• Desenvolvimento de métodos de segmentação de imagens: durante o

desenvolvimento dos extratores de caracteŕısticas de forma foi necessário realizar

a segmentação de imagens. Foi observado que o resultado da segmentação e da

detecção das regiões de interesse interfere diretamente no processo de extração de

caracteŕısticas. Como a fase de segmentação não foi o interesse deste trabalho, foram

considerados métodos da literatura para a realização da segmentação de massas em

mamografias e de objetos diversos (o algoritmo EM/MPM aperfeiçoado e o algoritmo

de Otsu). Para avaliar os extratores propostos, ainda foram considerados base de

imagens de objetos previamente segmentados. Entretanto, métodos adequados de

segmentação podem aumentar a precisão dos resultados gerados.

8.4 Considerações finais

Por ter sido um trabalho interdisciplinar entre a computação e a medicina, além do estudo

de métodos e técnicas computacionais, este trabalho também demandou o estudo sobre

as bases de imagens médicas escolhidas, o que proporcionou a interação da aluna com

pesquisadores de ambas as áreas. É importante ressaltar que os primeiros contatos iniciais

com pesquisadores da área médica foram dif́ıceis, pois a linguagem usada por cada área

é muito diferente. Este foi mais um desafio que teve que ser vencido, além dos propostos

na literatura, que é a compreensão do problema em um domı́nio diferente do domı́nio

computacional e a aquisição e tratamento de imagens.

Talvez seja por esses motivos que o desenvolvimento de sistemas de aux́ılio ao

diagnóstico médico seja uma área tão fascinante e muito pesquisada atualmente, além

de ter o objetivo final de melhorar a saúde e o cuidado do ser humano.
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Bugatti, P. H., Traina, A. J. M., Felipe, J. C., e Traina Jr., C. (2008). A new method
to efficiently reduce histogram dimensionality. In Giger, M. L. e Karssemeijer, N.,
editors, SPIE Medical Imaging 2008: Computer-Aided Diagnosis, volume 1, pages 1–9.
Proceedings of SPIE.

Caldarelli, G. (2007). Scale-free networks. Oxford University Press, Oxford.

Cardie, C. (1993). Using decision trees to improve case-based learning. In 10th
International Conference on Machine Learning, pages 25–32.

Casanova, D., Backes, A. R., e Bruno, O. M. (2013). Pattern recognition tool based on
complex network-based approach. journal of Physics: Conference Series, 410:1–4.

Chen, G., Liu, H., Yu, L., Wei, Q., e Zhang, X. (2006). A new approach to classification
based on association rule mining. Decision Support Systems, 42:674–689.

Christopher, J. J. (2011). A statistical approach for associative classification. European
Journal of Scientific Research, 58(2):140–147.

Ciresan, D., Meier, U., e Schmidhuber, J. (2012). Multi-column deep neural networks for
image classification. In IEEE Conference on Computer Vision and Pattern Recognition
(CVPR), pages 3642–3649.

Comer, M. L. e Delp, E. J. (2000). The EM/MPM Algorithm for Segmentation of Textured
Images: Analysis and Further Experimental Results. IEEE Transactions on Image
Processing, 9(10):1731–1744.

Costa, A. F. (2012). Mineração de imagens médicas utilizando caracteŕısticas de forma.
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Heravi, M. J. e Zäıane, O. (2010). A study on interestingness measures for associative
classifiers. In ACM Symposium on Applied Computing (SAC’2010), pages 1039–1046,
New York.

Holt, J. D. e Chung, S. M. (2002). Mining association rules using inverted hashing and
pruning. Information Processing Letters, 83(4):211–220.

Holte, R. C. (1993). Very simple classification rules perform well on most commonly used
datasets. Machine Learning, 11:63–91.

Hsu, W., Lee, M. L., e Zhang, J. (2002). Image mining: Trends and developments. Journal
of Intelligent Information Systems, 19(1):7 – 23. ISSN:0925-9902.

Huang, M., Yu, W., e Zhu, D. (2012). An improved image segmentation algorithm based
on the Otsu method. In 13th ACIS International Conference on Software Engineering,
Artificial Intelligence, Networking and Parallel/Distributed Computing, pages 135–139.

Jenkins, T. M., Ciccarelli, O., Atzori, M., Wheeler-Kingshott, C. A. M., Miller, D. H.,
Thompson, A. J., e Toosy, A. T. (2011). Early pericalcarine atrophy in acute optic
neuritis is associated with conversion to multiple sclerosis. Journal of Neurology and
Neurosurgery. Psychiatry, pages 1–5.

Jeong, S., Kim, S.-W., e Choi, B.-U. (2009). Dimensionality reduction for similarity
search with the euclidean distance in high-dimensional applications. Multimedia Tools
and Applications, 42(2):251–271.

Jia, H., Yap, P.-T., e Shen, D. (2012). Iterative multi-atlas-based multi-image segmenta-
tion with tree-based registration. NeuroImage, 59:422–430.

Jiang, Y., Nishikawa, R. M., Schmidt, R. A., Toledano, A. Y., e Doi, K. (2001). Potential
of computer-aided diagnosis to reduce variability in radiologists’ interpretations of
mammograms depicting microcalcifications. Radiology, 220(3):787–794.
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REFERÊNCIAS BIBLIOGRÁFICAS 125
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com a doenÃa neuro-degenerativa de Leber. DissertaÃÃo de mestrado.
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