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Resumo

O crescente aumento no volume de dados complexos tem se tornado um desafio para pesqui-
sadores. Séries temporais sao um tipo de dados complexos que tem tido um crescimento em
sua relevancia, devido a sua importancia para 0 monitoramento e acompanhamento de safras
agricolas. Assim, a mineracdo de informacdo a partir de grandes volumes de séries temporais
para o apoio a tomada de decisOes tem se tornado uma atividade valiosa. Uma das atividades
importantes na mineracdo em séries temporais € a descoberta de padrdes frequentes. Entretanto,
a complexidade dessa atividade requer métodos rdpidos e eficientes. Nesse contexto, esta
dissertacdo de mestrado apresenta propostas para novos algoritmos e métodos para minerar
e indexar séries temporais. Uma das propostas dessa dissertacdo é o indice Telesto, que utiliza
uma estrutura baseada em drvores de sufixo generalizada para recuperar séries temporais em
uma base de dados de séries temporais de modo rdpido e eficiente. Outra proposta dessa
dissertacdao € o algoritmo TrieMotif, que se baseia em uma trie para eliminar comparagdes
desnecessdrias entre subsequéncias, agilizando o processo de mineracdo de padrdes frequentes
em séries temporais. Os algoritmos propostos foram utilizados para a andlise de dados
climaticos e agrometeorologicos. Os resultados apresentados nessa dissertacdo de mestrado
mostram que os algoritmos sdo escaldveis, podendo ser utilizados para grandes volumes de
dados.






Abstract

Dealing with large volumes of complex data is a challenging task that has motivated many
researchers around the world. Time series is a type of complex data that is growing in
importance due to the increasing demand of sensors for surveillance and monitoring. Thus,
mining information from large volumes of time series to support decision making is a valuable
activity nowadays. This Master dissertation goes in this direction, as it proposes new algorithms
and methods to mine and index time series. The novelty of the TrieMotif, a new algorithm to
mine frequent patterns (motifs) from time series employing a trie structure that allows clever
comparison between the sequences, as well as the Telesto index structure based on suffix trees
area presented and discussed in the context of agrometeorological and climatological data, being
the two main contributions of this work. The dissertation shows that the proposed algorithms
are scalable, being suitable to big data, and when compared to the competitors they always

presented the best results.
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Capitulo 1

Introducao

1.1 Consideracoes Iniciais

H4 uma grande demanda por algoritmos e métodos para apoiar processos de tomada de decisdo
em grandes bases de dados complexos, que sdo tipicamente imagens, video, dudio, séries tem-
porais, entre outros. Sensores de monitoramento, em geral produzem uma grande quantidade
de dados visando trazer informacdes relevantes para os seus proprietarios.

A comunidade cientifica no Século XXI encontra-se muito preocupada com o cendrio das
mudancas climdticas causadas pelo aquecimento global, e busca respaldar a escolha de acdes
administrativas e governamentais necessarias para mitigar as consequéncias negativas relativas
ao meio ambiente, agricultura, e ciclo vegetativo/animal em geral, além de buscar mecanismos
para reverté-las [IPCC 07]]. Para isso, dados de monitoramento ambiental e de sensoreamento
remoto, por meio de satélites tem sido bastante utilizados

O Brasil, pela sua dimensdo continental e importancia estratégica de sua agricultura, tem
investido nesse tipo de monitoramento. Pelos estudos atuais e cendrios projetados de aumento
da temperatura o Brasil poderd sofrer alteracdes em seus recursos e divisas provenientes da
agricultura, e conhecer os mecanismos que estdao induzindo tais cendrios pode auxiliar a mitigar
os resultados de tais ocorréncias, bem como fazer gestdes de planejamento e decisdes que visem
manter a agricultura vidvel economicamente.

Neste projeto de mestrado foram estudados métodos de organizagdo e extracao de padrdes
frequentes de séries temporais que sao obtidas de sequéncias de dados e imagens coletados por
sensoreamento remoto. Como tais dados sdo muito volumosos, € muito importante sumariza-lo
e organizd-los em estruturas de dados que permitam sua indexacdo, o que agilizard o processa-

mento das consultas que serdo realizadas. Além disso, devido ao grande tamanho das bases de
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dados geradas, a demanda por algoritmos escaldveis torna-se mandatoria.

1.2 Motivacao

Séries temporais sd@o os dados usualmente coletados por sensores de monitoramento, € no
escopo deste trabalho foram utilizados sensores climéaticos e meteorolégicos posicionados tanto
em estacoes terrestres quanto em satélites. Sensores terrestres e atmosféricos fornecem medidas
didrias, semanais, mensais ou em intervalos de tempo previamente definidos pela demanda da
aplicacdo em estudo pelos especialistas. Sequéncias de imagens obtidas por satélite podem
gerar séries temporais de medidas de interesse que serdo utilizadas para apoiar processos de
andlise e tomada de decisdo por especialistas na drea. Um modo muito interessante de obter tais
medidas ou indices agrometeoroldgicos € calculd-los sobre sequéncias de imagens coletadas por
satélite. Assim, séries temporais de medidas obtidas das imagens, como por exemplo o NDVI
(Normalized Difference Vegetation Index), que indica o vigor vegetativo do solo [Rouse 73],
podem ser automadtica e rapidamente obtidas dessas sequéncias e séries temporais de tais me-
didas podem ser construidas, como foi realizado no trabalho desenvolvido em [Chino 11].
Desse modo, a série temporal sumariza um grande conjunto de informag¢des que anteriormente
demandavam um grande esfor¢o de anélise pelos especialistas da area.

Apo6s ter em maos as séries temporais, € importante extrair informagcdes que permitam
recuperar da base de dados outras ocorréncias semelhantes ou padrdes que se repetem na série
(motif). Tais informacdes permitirdo que o especialista na drea possa efetuar suas andlises,
por exemplo, em busca de cendrios similares com o que estd no momento analisando. A
descoberta de padrdes frequentes € uma importante atividade, apresentando diversas aplicacdes
como reconhecimento de gestos [Meng 08|, validacdo de assinaturas manuscritas [Gruber 06] e
andlise do mercado de a¢des [Jiang 09]. Além de sua capacidade em sumarizar € comprimir os
dados, a descoberta de motifs também pode ser utilizada como uma etapa de pré-processamento
para a mineracdo de regras de associacdo [Li 10] e predicdo de séries temporais [Truong 12].
Entrentanto, a descoberta de motifs apresenta uma alta complexidade [Mueen 09b], acarretando
em grandes desafios. Assim, devido ao fato de que atualmente as bases de dados coletadas sdao
muito volumosas, o processamento de tais atividades deve ser 4agil. Foi nessa dire¢do que esta

pesquisa de mestrado foi realizada.

1.3 Objetivos do Trabalho

O foco deste trabalho de Mestrado foi desenvolver algoritmos e técnicas de mineragdo de dados
e séries temporais, que permitam reconhecer padrdes frequentes que ocorrem nas séries, além
de organizd-las em uma nova estrutura de dados que possibilita sua indexagdo para responder
consultas por similaridade. Ou seja, consultas do tipo: “Dada a série de NDVI de uma determi-

nada regido do Brasil, quais sdo as 5 séries de outras regides do Brasil mais semelhantes a ela?”,

2



1.4. Organizacao do Trabalho

ou “Dada esta série de perfil de temperatura da regido central do estado de Sao Paulo, quais s@o
as outras séries da base que diferem dela em até 10%7?”.

Além disso, o desenvolvimento desta pesquisa objetivou a criacdo de métodos que nao
sofram com o crescimento do tamanho da base de dados. Esse € um aspecto importante, porque
tais bases de dados podem ser da ordem de terabytes, como por exemplo, as séries obtidas por
execuc¢ao de modelos climéticos. Entdo, este trabalho de mestrado teve por objetivo o desenvol-
vimento de métodos rapidos e eficientes para a extracdo de conhecimento das séries temporais
de dados do dominio agrometeorolégico e climatico. Nesse contexto, foram propostos métodos

para:

e Realizar consultas por similaridade em séries temporais;

e Realizar a descoberta dos k padrdes mais frequentes em uma série temporal.

Comumente, as séries temporais apresentam valores no dominio dos nimeros reais e tam-
bém uma alta dimensionalidade, assim, os métodos propostos se utilizam de técnicas de re-
presentacdes simbolicas de séries temporais. Desse modo, € possivel realizar consultas por
similaridade utilizando estruturas hieardrquicas de busca como as arvores de sufixo e a trie.
A descoberta de padrdes frequentes é um dos grandes desafios na mineracdo de dados em
séries temporais, devido a sua alta complexidade computacional. Assim, um dos focos desse
projeto de mestrado foi encontrar maneiras de reduzir essa complexidade reduzindo o nimero

de calculos de distancia entre os padrdes da série temporal.

1.4 Organizacao do Trabalho

Essa dissertacdo de mestrado estd organizada como descrito a seguir. No Capitulo[2]sdo discuti-
dos os principais conceitos de séries temporais, como medidas de similaridade e representacdo
de séries temporais. No Capitulo [3| sdo apresentados os principais conceitos e técnicas para
a mineracdo de padrdes em séries temporais. No Capitulo ] é descrito o indice Telesto para
consultas por similaridade proposto neste projeto de mestrado. No Capitulo [5] é apresen-
tado o algoritmo TrieMotif para a descoberta de padrdes frequentes em séries temporais. As
conclusdes, contribui¢gdes e possibilidades de pesquisas futuras decorrentes deste trabalho sdo

apresentadas no Capitulo[6]






Capitulo 2

Séries Temporais

2.1 Consideracoes Iniciais

Uma série temporal é uma colecdo de m observagdes realizadas sequencialmente ao longo do
tempo (Definigao 2.1).

Definicao 2.1. Série Temporal: Uma série temporal é um conjunto 7 = {t,t2,...,t,,} de m

valores reais ordenado no tempo.

Usualmente os valores de uma série temporal pertencem ao dominio dos nimeros reais.
Podendo ser encontradas nas mais variadas dreas de aplicacdo, tais como financas, marke-
ting, agricultura, meteorologia e coleta de dados industriais e cientificos. Uma série temporal
¢ chamada de continua quando seus valores sdo registrados continuamente. Enquanto que
outras séries em que os valores sao medidos em intervalos de tempo especificos sdo chama-
das de discretas. Uma série temporal também pode ser classificada como estaciondria ou
ndo-estaciondria. Séries temporais estaciondrias apresentam média e variancia constantes no
decorrer do tempo, enquanto que séries temporais ndo-estaciondrias sua média e variancia nao
possuem padrdes regularmente definidos.

Séries temporais sdo muito estudadas nas areas de Estatistica e Processamento de Sinais.

H4 varios objetivos referentes ao estudo de séries temporais, tais como:
e Investigar 0 mecanismo que gera a série temporal;
e Fazer previsdes para valores futuros da série, a curto ou a longo prazo;

e Descrever o comportamento da série, construindo gréficos, verificando a existéncia de

tendéncias, ciclos e variacdes sazonais, etc.;



2. SERIES TEMPORAIS

e Procurar periodicidades importantes nos dados.

Na area de computacdo, os estudos de séries temporais podem ser divididos em duas vertentes:
técnicas eficientes para indexacao de séries temporais e minerac¢ao de séries temporais.

Neste capitulo serdo discutidos brevemente alguns dos conceitos envolvidos no estudo de
séries temporais. Inicialmente serd discutido o pré-processamento de séries temporais, em
seguida serdo exploradas algumas medidas de similaridade. Serao mostrados os diferentes tipos

de representacao para séries temporais, como também algumas técnicas de sumarizacao.

2.2 Pré-processamento em Séries Temporais

Em grandes bancos de dados € comum a presenca de dados incompletos (auséncia de atribu-
tos), ruidos (presenca de erros ou valores que desviam muito do esperado - outliers) e dados
inconsistentes [Han 11]. O pré-processamento dos dados € uma das etapas mais importantes
para a mineracao de dados, podendo corresponder a 80% de todo o processo [Zhang 05]. O
pré-processamento também pode aumentar a qualidade dos resultados das técnincas de minera-
¢do de dados.

A presenca de dados incompletos pode ocorrer devido a diversos fatores. Os atributos de
interesse podem nao estar disponiveis, ou desinteresse do profissional responsavel pela coleta
dos dados, como também da inser¢do dos mesmos na base de dados. O mal funcionamento
dos equipamentos de coleta de dados também pode acarretar em falhas na leitura, tornando
assim a base de dados incompleta. Outro problema ocasionado pelo mal funcionamento dos
equipamentos de coleta € a presenca de ruidos nos dados. Além desse fator, os ruidos podem ser
inseridos por fatores humanos no momento da inser¢cao da informacao, como também por falhas
na transmissdo dos dados. A inconsisténcia dos dados pode ser resultante de diferentes tipos
de convengdes ou cédigos utilizados. Ha também a necessidade de processar dados replicados.
Esses problemas podem ser resolvidos através da limpeza dos dados, tratando dados faltantes e

removendo ruidos, como também através da normaliza¢cdo dos dados.

2.2.1 Limpeza de Dados

A limpeza dos dados € o processo responsavel em ajustar os dados para evitar que ocorram
erros ao se aplicar técnicas de mineragcao de dados em séries temporais [Han 11]. A limpeza de
dados pode ser realizada através de tratamentos para dados faltantes e a suavizacao de ruidos.

A seguir serdo discutidas técnicas para o tratamento de dados faltantes e remog¢do de ruidos.

2.2.1.1 Dados faltantes

Dados faltantes representam um dos maiores problemas em minera¢do de dados. Existem

diversos fatores que podem causar a auséncia de dados relevantes, como o mal funcionamento
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de equipamentos, falha humana e condi¢des do ambiente. O tratamento para dados faltantes
depende do dominio de aplicacdo, como também da quantidade e tipos de dados faltantes. A

seguir serdo discutidas duas abordagens para lidar com dados faltantes:

e Ignorar dados faltantes: Uma abordagem que pode ser utilizada € ignorar os dados
faltantes. No caso de comparagdes por similaridade, existem algoritmos que computam
a similaridade entre duas séries temporais comparando intervalos locais. Caso esteja fal-
tando um segmento de dados em uma das séries temporais, este segmento € simplesmente

ignorado no célculo de similaridade.

e Preencher dados faltantes: Outra abordagem € estimar um possivel valor interpolando
as medidas adjacentes. Pode ser utilizada em séries temporais ou caso esteja faltando
um pequeno nimero de valores contiguos. Quanto maior a distancia entre os valores
adjacentes utilizados para estimar um valor intermedidrio, maior o erro da interpolagao.
Uma das abordagens utilizadas mais simples € a interpolagdo linear. Sejam os pontos x;
e x3 com os respectivos valores f(x;) e f(x3). Seja x, um ponto entre x| e x3, que esteja
com seu valor de f(x;) faltando. Pode-se utilizar a interpolac@o linear para estimar o
valor de f(x;) através da Equacéo

(2 —x1)(f(x3) — f(x1))

X3 — X1

flx2) = fx1) + 2.1)

Um exemplo do uso de interpolagdo linear em mineracdo de dados temporal € discutido em
[Keogh 98], em que as séries temporais sao aproximadas por segmentos de retas. Uma outra
abordagem que apresenta resultados melhores do que a interpolacdo linear sem apresentar um
alto custo computacional € a interpolacao spline. Ela utiliza polindmios de ordem baixa para

aproximar os dados faltantes, a interpolacao cubica € utilizada em [Perng 00].

2.2.1.2 Remocao de Ruidos

O ruido pode ser definido como erros aleatérios que ocorrem durante o processo de aquisicdo
de dados. Pode ocorrer devido a diversos fatores como mal funcionamento dos equipamentos
de coleta de dados, como também de fatores ambientais. A seguir serdo discutidas duas técnicas
para o tratamento de ruidos em mineragao de dados: binning e suavizacao por média mével.
Na técnica de binning, os dados sdo distribuidos em caixas ou baldes de mesmo tamanho.

Entao os dados sdo suavizados utilizando ou a média ou a mediana ou os valores extremos do
balde. Por exemplo, para a série temporal descrita por 7={10, 11, 11, 15, 16, 19, 23, 24, 24,
26, 27, 28, 30, 32, 35,36, 36, 39, 41, 45}, os dados sdo distribuidos em 4 caixas de tamanho 5:

Caixa; = {10,11,11,15,16} Caixay = {19,23,24,24,26}

Caixaz = {27,28,30,32,35} Caixaq = {36,36,39,41,45}

Se for utilizada a suavizacdo através da média, as caixas sao mostradas abaixo:
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Caixal!®¥™ = {12.6,12.6,12.6,12.6,12.6} Caixayledia = {23.2,23.2,23.2,23.2,23.2}
Caixai!*¥ = {30.4,30.4,30.4,30.4,30.4} Caixalledie = {39.4,39.4,39.4,39.4,39.4}

Utilizando a suavizacdo através da mediana:
Caixalfediane = {11,11,11,11,11} Caixayfediana = {24 24 24,24 24}

Caixailediane = {30,30,30,30,30} Caixalfedina = {3939 39,39,39}

A suavizacdo por média mével € muito utilizada em financas para suavizar flutuacdes de
curto prazo no preco de agdes. Seja a série temporal com 5 pontos, representada na Figura
pelos quadrados. Deseja-se encontrar a curva de 3 pontos contento a média mével central
(central moving average - CMA), utilizando tanto o valor anterior quanto o valor seguinte do
ponto de interesse. Por exemplo, a CMA do ponto no tempo 2, representada pelo tridngulo na
Figura ¢ a média dos valores no tempo 1 e no tempo 3. A CMA no tempo 4 € a média nos

tempos 3 e 5 e assim por diante.

8 ‘ ‘ :
—a— Série Com Ruido
7 0w A Série Suavizada
6 L
5 L
<
=]
g 4
=
3 L
2 L
1 L
0 1 1 1 1
0 2 4 6 8 10

Tempo

Figura 2.1: Suavizacdo de ruidos de uma série temporal através de médias méveis.

2.2.2 Normalizacao

No processo de normalizacdo, os dados sdao ajustados de modo que seus valores pertencam a
um intervalo especificado. A normalizacdo permite que os dados sejam ajustados a uma mesma
escala e assim permitindo uma comparacdo direta entre seus valores. Por exemplo, no caso
em que se queira comparar o comportamento da temperatura em duas cidades, porém em uma
das cidades a temperatura € medida na escala Celsius e na outra cidade a temperatura € medida
em Fahrenheit. Os valores medidos em ambas as cidades devem ser compatibilizados para que
possam ser comparados. A normaliza¢do dos dados € uma etapa importante para a mineragao
de dados, sendo amplamente estudada na literatura [Keogh 03]]. A seguir serdo discutidas duas

técnicas de normalizacao:

e Normalizacdo min-max: Os valores das séries temporais sdo ajustados em um intervalo

especificado, por exemplo [0, 1], conservando o formato original da série temporal. Para
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realizar esse tipo de normalizagdo, € necessdrio o conhecimento prévio dos valores mi-
nimo X, € Maximo X, dos dados originais. A normalizacdo min-max sofre com a
presenca de outliers com valores muito extremos de minimo e maximo, o que acabam

influenciando a normalizagdo. O valor normalizado € obtido através da Equagdo [2.2]
Snorm = " (22)

Xmax — Xmin
e Z-Normalizacao: Os valores das séries temporais sdo ajustados de modo que a média
de seus valores seja nula e que o desvio padrdo seja unitdrio. Assim como na min-max,
o formato original da série temporal também é conservado, porém de modo mais similar
do que a curva obtida apds a normalizacdo min-max. Diferentemente da normalizacao
min-max, na z-normalizacdo ndo hd a necessidade de se conhecer os valores extremos
de minimo X,,; € maximo x,,. Esse método € util quando hd a presenca de outliers
no conjunto de dados que prejudicariam a normaliza¢do min-max [Han 11]]. O valor
normalizado pode ser obtido através da Equagdo [2.3] sendo necessdrio o conhecimento
do valor médio u e o desvio padrdo ¢ dos dados originais.
X—H
o

Xnorm = (2.3)

Na Figura [2.2] pode ser visto o perfil de uma série temporal e seus valores normalizados.
Pode-se observar que em ambas as técnicas o formato das séries temporais € conservado, sendo
que na z-normaliza¢ao hd uma maior semelhanca entre a série original e a normalizada. Pode-se
observar também que pode haver modificacdes nos valores das séries temporais (deslocamentos

para cima ou escala), sendo necessario guardar os parametros utilizados na normalizag3o.

2
1 i -
0 i -
o]
=
3 -1 ,
=
oL |
3 i Original -
A Min-Max
4 ‘ ‘ ‘ ‘ ‘ ~Z-Normalizagdo

0 1 2 3 4 5 6 7 8 9
Tempo

Figura 2.2: Aplicacdo dos diferentes tipos de normalizagao.
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2.3 Medidas de Similaridade em Séries Temporais

A busca por similaridade (ou dissimilaridade) em séries temporais € um conceito essencial em
mineragdo de dados, pois auxilia em tarefas de predicdo, teste de hipdtese e detec¢do de regras
[Faloutsos 94]. O problema de similaridade em série temporais pode ser expresso de dois modos
diferentes [[Mitsa 09]:

1. Encontrar todos os pares de séries temporais com distancia menor que um dado R;

2. Consultas por similaridade, havendo duas abordagens para essa tarefa. A busca por
abrangéncia, a qual dado um raio de abrangéncia R, deseja-se encontrar todas as séries
temporais com distancia menor que R de uma série temporal especifica. Outra abordagem,
€ a dos k vizinhos mais proximos (k nearest neighbors kKNN), a qual dada uma série

temporal especifica, deseja-se encontrar as k séries temporais mais proximas.

Em ambos os casos citados anteriormente, existem duas classes de problemas, o casamento
(matching) completo e o casamento de subsequéncia [Keogh 00]. No casamento completo, as
séries temporais comparadas possuem o mesmo tamanho, sendo utilizado todo o seu compri-
mento. J4 no casamento de subsequéncias, as séries temporais comparadas possuem tamanhos
diferentes. O casamento por subsequéncias pode ser transformado em um casamento completo
utilizando uma janela deslizante, em que a série temporal de menor tamanho 7;; € comparado

com todas as subsequéncias da série de maior tamanho 7', como ilustrado na Figura[2.3]

i
T,
ST

T

T

Figura 2.3: Casamento de subsequéncia convertido em casamento completo.

Visando agilizar os processos de casamento, podem ser utilizados esquemas de indexacao.

Existem algumas propriedades desejaveis para um esquema de indexac¢do [Faloutsos 94]|:

Propriedade 2.1. Deve haver uma aumento significativo na velocidade das buscas se compa-

rado a busca sequencial.

Propriedade 2.2. Ndo deve permitir a presenca de falsos negativos. Ndo hd problemas na
ocorréncia de falsos positivos, pois podem estes podem ser detectados por um pos processa-

mento.
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Propriedade 2.3. Deve permitir buscas de diversos tamanhos, permitindo também a inser¢cdo

e remogdo de dados sem a necessidade de reconstrugdo do indice.

Propriedade 2.4. O indice deve ser construido em um tempo admissivel e ser capaz de tratar

diferentes medidas de distancia.

E importante observar que ao se utilizar técnicas de normalizacdo de séries temporais, a
constru¢do de um indice respeitando a Propriedade [2.3] se torna dificil. Muitas técnicas foram
propostas para a indexagdo de séries temporais envolvendo estruturas de arvores. Uma das
estruturas utilizadas € a R-Tree e suas variagdes, € a kd-Tree [Mitsa 09]].

A seguir serdo discutidas trés das abordagens mais utilizadas em medidas de similaridade,
baseadas na familia Minkowski, maior subsequéncia em comum (Longest Common Subse-

quence - LCSS) e a Dynamic Time Warping.

2.3.1 Distancias Baseadas na Familia Minkowski

Algumas medidas de similaridade que podem ser utilizadas sdo pertencentes a familia de dis-
tancias Minkowski [Yi00]. Sejam duas séries temporais X = {xy,...,x,} e Y = {y1,...,ym} de
tamanho m, a familia Minkowski (ou L,) € definida pela Equagéo 2.4}

Ly(X.¥) = (Z x —y,-|P) ' 2.4)
i=1

onde p > 0.
Normalmente sdo utilizados p =1 ou p = 2. A seguir serdo apresentadas trés distincias
pertencentes a familia Minkowski, a distancia maxima, a distincia de Manhattan e a distincia

Euclidiana:

e Distiancia de Chebychev: A distancia Chebychev € definida quando p — oo e estd descrita
na Equacao A distancia Chebychev enfatiza as caracteristicas com maior dissimilari-
dade.

Lo = max(|x; — yi|) (2.5)

¢ Distincia de Manhattan: A distancia de Manhattan é definida quando p = 1, possui esse
nome devido a geografia das ruas de Manhattan. Pode ser obtida através da Equacao[2.6]

e ndo € tao enfatica nas dissimilaridades.

m
Ly =Y |xi—yil (2.6)
i=1

e Distancia Euclidiana: A distancia Euclidiana é definida quando p = 2 e estd indicada

na Equacao Uma desvantagem do uso da distancia Euclidiana para comparacao de
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séries temporais € a sensibilidade a ruidos ou variagdes no eixo x devido a comparagdo

ponto a ponto e também a baixa tolerancia a qualquer lacuna.

2.7)

As distancias L, apresentam uma complexidade linear (O(m)) com o tamanho das séries
temporais a serem comparadas, entretanto, demandam que ambas apresentem o mesmo ta-
manho. Em € realizado um estudo comparativo entre medidas de similaridade em
consultas do primeiro vizinho mais préximo (INN). Apesar das desvantagens apresentadas
pela distancia Euclidiana, para bases de dados gigantes, a precisdo alcangada pela distancia

Euclidiana se equipara a DTW, porém com um menor custo computacional.

2.3.2 Dynamic Time Warping

Dentre as técnicas mais difundidas usadas para se comparar duas séries temporais, destaca-se
a Dynamic Time Warping (DTW) [Keogh 03], que consiste na aplica¢do de programagio diné-
mica para avaliar a proximidade de séries, minimizando a medida da distincia entre séries que
possuem desenvolvimentos semelhantes, mesmo que estejam defasadas ou “deformadas”. A
DTW vem sendo utilizada com sucesso em diversas aplicacdes tais como: mineracdao de dados

Ratanamahatana 04], reconhecimento de gestos , processamento da fala [Zhang 11]],
comparacdo entre séries de imagens médicas [Felipe 05].

A sensibilidade a deformacao apresentada por esta técnica deve-se ao fato de que as com-
paracdes entre os pontos ndo sdo feitas rigidamente entre os pares localizados nas mesmas
coordenadas, mas com a flexibilidade de que um ponto de uma série possa ser comparado com

pontos adjacentes da outra série, conforme mostrado na Figura [2.4]

2 T

et "r”- \-..A___

__,.JﬂfL’JﬂlJ )

(a) Métodos tradicionais comparando ponto a ponto (b) Utilizando a DTW que permite o deslocamento
de mesma coordenada entre coordenadas

Figura 2.4: Comparagdo entre séries temporais.
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Sejam duas séries X = (x1,...,x,) € Y = (y1,...,Ym), de tamanhos n e m respectivamente.
Para comparé-las utilzando a DTW, uma matriz € construida, de modo que o elemento (i, j)
contém a distancia d(x;,y;) (tipicamente ¢ utilizada a distancia Euclidiana). Cada elemento da
matriz corresponde ao alinhamento entre os pontos nele representados.

Um percurso de ajuste W = (wy,...,wy), onde max(m,n) < k <m-+n— 1, é um conjunto
de elementos contiguos da matriz que define um mapeamento entre X e Y. H4 muitos possiveis
percursos de ajuste, porém o percurso a ser escolhido € aquele que minimiza o custo da de-
formacdo, ou seja, cuja distancia acumulada ao longo do percurso é minima. O caminho pode
ser encontrado utilizando programacgdo dinamica calculando-se a distancia acumulada na matriz

construida através da Equagao[2.§]

Dacum(iaj) = d(xiayj) +min(Dacum(i_ 17j - 1);Dacum(i_ laj);Dacum(iaj - 1)) (28)

O percurso de ajuste deverd obedecer as seguintes regras [Keogh 05]:

e Iniciar e terminar em células diagonalmente opostas da matriz, ou seja, w; = (1,1) e

Wi = (n,m);

e A sequéncia entre os elementos do percurso deverd conter elementos adjacentes da matriz

(incluindo elementos diagonalmente posicionados)
e A sequéncia ndo podera “voltar” no caminho dos elementos da matriz.

O percurso 6timo, ou seja, aquele que minimiza o custo € calculado através da Equacao 2.9

min

DTW(X,Y) = (2.9)

K
onde wy € o k-ésimo elemento do percurso de ajuste ¢ K € o nimero de elementos do
percurso de ajuste.

A DTW apresenta complexidade O(nm), entretanto, é possivel reduzir sua complexidade
ao se utilizar uma janela de warping [Keogh 05]. Ao se restringir o tamanho da janela de
warping pode ocorrer uma melhora na velocidade do algoritmo, pois apenas parte da matriz
¢ calculada. Outra melhoria na velocidade do algoritmo € proposta em [Sakurai 05], a qual
evita o cdlculo de todos os possiveis percursos, excluindo os percursos que nao obterdo sucesso
na busca. Em [Chan 03] também € proposto um método para diminuir o custo computacional
da DTW utilizando o conceito de wavelets. Em [Ratanamahatana 04] foi realizado um amplo
estudo a respeito da DTW, onde é mostrado que o estado da arte atual, ja atingiu seu limite
assinttico em termos do melhoramento da velocidade da DTW exata. Porém, € possivel
realizar otimizagdes no cdlculo da DTW através de solugdes aproximadas, em [Salvador 07]]

foi proposta uma aproximagao da DTW com complexidade linear em espago e tempo.
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2.3.3 Maior Subsequéncia em Comum

Em contraste com a distancia Euclidiana, a LCSS (Longest Common Subsequence) ¢ uma
medida que € capaz de tolerar lacunas nas duas séries temporais comparadas. Assim como
a DTW, a LCSS apresenta complexidade O(nm). A LCSS apresenta as seguintes vantagens em
relacdo a DTW [Vlachos 02, [Vlachos 03]

e LCSS manipula ruidos e outliers de modo mais otimizado, pois a LCSS permite que
alguns pontos ndo sejam utilizados na comparagao, enquanto que a DTW utiliza todos os

pontos, incluindo os outliers;

e A DTW pode distorcer a distancia real entre pontos na série temporal devido ao overfit-
ting;
e A DTW apresenta uma complexidade computacional significativa, pois em algumas situ-

agOes, faz-se necessdrio o célculo de L, [Vlachos 02]], ndo possuindo uma boa escalabili-
dade.

2.4 Representacao de Séries Temporais

Usualmente, as séries temporais apresentam alta complexidade. Logo, utiliza-las em seu domi-
nio original torna-se uma tarefa extremamente custosa [Han 11]. Assim, é desejavel representar
as séries temporais de modo a simplificd-las, reduzindo sua complexidade, mas ainda assim
mantendo suas principais caracteristicas. Além do aumento na velocidade computacional, a
representacdo resumida de séries temporais permite compressao dos dados, como também a
remocdo de ruidos. Segundo [Ratanamahatana 03], a representagdo de séries temporais pode
ser dividida em quatro categorias: adaptativas, ndo adaptativas, baseadas em modelo e ditadas
pelos dados. Na Figura [2.5) é mostrado um diagrama da hierarquia de representacdes em
séries temporais. Uma representacdo de uma série temporal deve respeitar duas propriedades
[Faloutsos 94]:

Propriedade 2.5. Ndo deve permitir a presenca de falsos negativos, ou seja, é possivel deter-
minar uma fungdo de distdncia no dominio transformado que seja menor ou igual a distancia

no dominio original (limitante inferior).

Propriedade 2.6. Deve reduzir a complexidade do problema de buscas por similaridade.

2.4.1 Técnicas Nao Adaptativas

As técnicas ndo adaptativas consideram apenas propriedades locais dos dados e constroem uma
representacdo aproximada da série temporal [Wang 13]. As técnicas mais utilizadas nessa cate-

goria sdo a Transformada Discreta de Fourier (Discrete Fourier Trasnform - DFT) [Agrawal 93],
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Time Series Representations
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Figura 2.5: Apresentacdo hierdrquica das representacdes de séries temporais. Adaptado de
[Lin 07]

a Transformada Discreta de Wavelet (Discrete Wavelet Transform - DWT) [Chan 99] e a Pie-
cewise Aggregate Approximation (PAA) [Keogh Olal]. Todas essas representacdes satisfazem a
Propriedade [2.5]

A Transformada Discreta de Fourier (Discrete Fourier Transform - DFT) representa uma
série temporal no dominio de frequéncias. A série temporal T = {f1,12,...,t,,} passa a ser

representada por uma sequéncia de coeficientes complexos F; que sdo calculados através da
Equacdo [2.10]

—i2m(j—1)k

Zr, m (2.10)

ondei=+—lek=1,...m

Através da DFT € possivel representar uma série temporal utilizando apenas os coeficientes
iniciais, que representam frequéncias mais baixas, sem haver uma perda significativa. Por
exemplo, se for aplicada a DFT em um caminho aleatério e for mantido apenas 10% dos
coeficientes, ainda é mantida 90% da energia [Mitsa 09]. Outra vantagem de se utilizar a DFT
€ a existéncia de um algoritmo rapido para computd-la, o algoritmo de Fast Fourier Transform
- FFT. O FFT possui a complexidade de O(nlogn).

O cdlculo de similaridade entre duas séries temporais representadas pela DFT pode ser feita
utilizando as diferencas entre as partes reais e imagindrias dos coeficientes da transformada,
sendo um limitante inferior para a distancia Euclidiana. Uma outra medida que pode ser
utilizada € computar a diferenga entre as magnitudes da DFT ao quadrado, embora ndo seja
um limitante inferior para a distancia Euclidiana.

A Transformada Discreta de Wavelet (Discrete Wavelet Transform - DWT) utiliza como
base uma funcdo conhecida como wavelet. As wavelets sao fungdes que permitem representar
a série temporal no dominio espago-frequéncia. Outra caracteristica das wavelets € permitir a
andlise em diferentes escalas (resolugdes). As funcdes de wavelets podem ser criadas a partir

de uma fun¢do mae Y e as as wavelets filhas sdo criadas a partir de translacdes e contragdes (ou
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2. SERIES TEMPORAIS

dilatagGes) da wavelet mae através da Equagao[2.11]

) 2.11)

onde s € a constante de escala utilizada para contragdes ou dilatacdes e T € a constante de trans-
lagdo utilizada para deslizar uma janela pela série temporal. O fator de escala permite analisar
as séries temporais de modo multi-resolugcdo. Os sinais de baixa frequéncia sdo analisados em
baixas resolucdes, que podem gerar a série temporal inteira, ja os sinais de alta frequéncia sao
analisados em altas resolucoes.

Uma das transformadas de wavelet mais simples é a transformada de Haar. Devido a
sua simplicidade, a transformada de Haar ¢ uma das mais utilizads em mineracdo de dados
[Mitsa 09]. A fung@o de escala ¢(¢) da transformada de Haar é uma fungdo degrau descrita
pela Equacdo(2.12

1, r€(0,1)
o(t) = _ (2.12)
0, caso contrdrio
A fungdo mée de Haar ¢ descrita na Equagao[2.13]
I, 1€]0,1/2)
v(t)=4q-1, te€(1/2,1) (2.13)
0, caso contrario

A complexidade computacional da transformada de Haar é de O(n). A DWT nio apresenta

falsos negativos apds passar um processo de normalizagdo adequado [[Chan O3]].

N P

0 20 40 60 80 100 120

Figura 2.6: Representagdo PAA de uma série temporal de tamanho 128 para o tamanho 8.
Adaptado de [Lin 03]

A Piecewise Aggregate Approximation (PAA) [Keogh Ola] € uma representacdo que apre-
senta uma reducdo significativa da dimensionalidade de uma série temporal. A série temporal
¢ dividida em k segmentos de mesmo tamanho e cada segmento é representado pela média

dos valores presentes no segmento. Seja a série temporal T = {11, ...,t,,} uma série temporal
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de tamanho m. A representacdo PAA para a série temporal 7 pode ser descrita pelo vetor

T ={f,...,f,,} de tamanho w, cujo i-ésimo elemento 7; de T é descrito pela Equagdo m

= t (2.14)
m .

A reducgdo de dimensionalidade da série temporal T de tamanho m para tamanho w por meio
da técnica PAA pode ser observada na Figura 2.6 A série temporal ¢ dividida em janelas de
tamanho igual a w e, para cada janela, calcula-se a média de seus valores. A série temporal
passa entdo a ser representada pelo vetor de médias obtido pela Equacio Através da
representacdo PAA € possivel utilizar a fun¢do de distincia descrita na Equagdo [2.15] para se
comparar duas séries temporais X e ¥ de tamanho m, que € um limitante inferior da distancia

Euclidiana.

(2.15)

2.4.2 Técnicas Adaptativas

As técnicas adaptativas utilizam uma representacdo em comum para todos os elementos da base
de dados, de forma a minimizar os erros globais na reconstru¢do [Wang 13]. Nessa catego-
ria se encontram as técnicas Singular Value Decomposition (SVD) [Korn 97, Symbolic Ag-
gregate Approximation (SAX) [Lin 03|], Adaptive Piecewise Constant Approximation (APCA)
[Keogh O1b]] e Piecewise Linear Approximation (PLA) [Keogh Olc]|.

Em [Korn 97]] é proposta uma representacdo de séries temporais baseada no conceito de
Singular Value Decomposition (SVD) de matrizes. A representacdo utilizando o SVD permite
realizar, de modo eficiente, consultas em um grande conjunto de séries temporais. Utilizando
apenas alguns coeficientes, o SVD atinge uma boa taxa de compressiao dos dados, sendo capaz
de reconstruir seus valores com uma baixa taxa de erro. O SVD aplica uma transformagao
em todo o conjunto de dados com o objetivo de encontrar os melhores eixos que descrevem a
variagdo dos dados. Os dados sdo rotacionados de modo que o primeiro eixo tenha 0 maximo
possivel de variacdo, o segundo eixo tenha a médxima variagdo possivel ortogonal ao primeiro
eixo e assim por diante. Uma desvantagem dessa técnica € seu alto custo computacional e ao
se adicionar uma nova série temporal, € necessario realizar os cdlculos novamente [Mitsa 09].
Deve-se ressaltar que o SVD satisfaz a Propriedade [2.5]

A representagcdo Symbolic Aggregate Approximation (SAX) aprimora a representacao PAA.
Nela as séries temporais discretizadas resultantes da representacdo PAA passam a ser repre-
sentadas através de uma cadeia de simbolos. A técnica SAX consiste das seguintes etapas:
Primeiro, a série temporal é z-normalizada de modo que a média de seus valores seja nula e que

o desvio padrao seja unitdrio. Na sequéncia, a série temporal z-normalizada € convertida para
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a representacdo PAA. Por fim, a série temporal na representacio PAA € discretizada em uma
cadeia de simbolos de alfabeto de tamanho a > 2. Na Figura[2.7|é mostrada uma série temporal

na representacdo SAX.

1.5

1 \ C C C
— —

0.5 | L |

0.5

i 20 40 60 80 100 120

Figura 2.7: Série temporal discretizada utilizando a representacdo SAX com um alfabeto de
trés simbolos. Adaptado de [Lin 03].

A série temporal normalizada T = {r1,...,1,,} € convertida para a representacdo PAA T =
{f1,...,ty} de tamanho w. Em seguida, a representagdo PAA T € convertida em uma sequéncia
de simbolos discretos equiprovaveis pertencentes a um alfabeto £ = {a, ..., 0, } com a caracte-
res. Séries temporais normalizadas apresentam uma distribuicdo Gaussiana, assim, definem-se
os pontos crescentes fy, ..., B,—1, de modo que a drea abaixo de uma curva Gaussiana N (0, 1)
no intervalo entre f3; e B sejaigual a 1/0 (By e B, sdo definidos respectivamente por —oo e
o). Por fim, a série temporal T € discretizada na cadeia de simbolos S=s 1..-Sw, de modo que o

i-ésimo termo s; € obtido por meio da Equacao [2.16]

si=aj, B <hi<pj (2.16)

Para comparar duas séries temporais na representacio SAX S, e Sq € necessdrio utilizar
a funcdo de distdncia MINDIST, proposta em [Lin 03] e descrita na Equacdo Nessa
equagdo, a fungdo dist(c;, o;) representa a distancia entre dois simbolos e € calculada por meio

da Equacgao [2.18

w
MINDIST (S4,5,) = /T\/ Y (dist (sair 54i))? (2.17)
WV iz

0, i—jl<1
dist(oc,-,aj) = (2.18)

Brax(i,j)—1 — Bmin(i,j)» ~ caso contrdrio
Em [Lin 07] é mostrado que a fun¢do MINDIST se apresenta como um limitante inferior da
distancia Euclidiana, ndo implicando na ocorréncia de falsos negativos.
A representacio Adaptive Piecewise Constant Approximation (APCA) se assemelha a repre-

sentacdo PAA, porém ao invés de utilizar segmentos de mesmo tamanho, a APCA permite que
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a série temporal seja representada por segmentos de tamanhos distintos. Segundo os autores
em [Keogh 01b], ndo € possivel determinar um paralelo entre o desempenho da APCA com
o da PAA, pois o resultado de ambas varia conforme a natureza dos dados utilizados. Para
uma série temporal T = {r1,...,t,,}, a APCA utiliza dois valores para cada segmento, um

representando a média e o outro que permite indicar o comprimento do segmento, como descrito
na Equacgao[2.19;

T = {(tvi,tr1), ..., (tvar, trmr) } (2.19)

onde tv; € a média do i-ésimo segmento (fv; = media(t(,rif 1) tir;)), tri 0 término direito do
i-ésimo segmento e trg = 0. Como sdo armazenados os locais de término de cada segmento, o
comprimento do i-ésimo segmento pode ser obtido através da diferenga tr; —tr;_1. A represen-
tacdo APCA ndo apresenta falsos negativos, pois existe uma funcdo de distancia que respeita a
Propriedade [2.5]

Uma vantagem da APCA € poder adaptar o nimero de segmentos para um periodo da série
temporal. Assim, regides menos detalhadas podem ser representadas por um Unico segmento e
regides com maior detalhamento utilizam um niimero maior de segmentos [Keogh 01b].

A PLA [Keogh Olc|] ¢ uma técnica que aproxima as séries temporais através de segmentos
de reta e uma funcdo custo € aplicada na criagao de cada segmento. A funcao custo representa o
erro existente ao se aproximar um segmento da série temporal em uma linha reta. Uma func¢édo
custo que pode ser utilizada € a distancia Euclidiana entre o segmento da série temporal e a linha
aproximada. Existem trés abordagens para realizar essa tarefa: janela deslizante, bottom-up e
top-down [Last 04]]. Ao se utilizar a janela deslizante, o algoritmo € iniciado na parte mais a
esquerda da série temporal, aumentando ponto a ponto o tamanho do segmento e a cada iteragdo
a funcdo custo € calculada. O algoritmo continua até atingir um erro estipulado e entdo passa
para o préximo segmento de reta, o procedimento € repetido até o final da série temporal. Na
abordagem bottom-up, a série temporal € dividida nos menores segmentos possiveis, ou seja,
para uma série temporal de n valores, o algoritmo € iniciado com n/2 segmentos. Os segmentos
menores sdo agrupados em segmentos maiores, sendo que a cada iteracdo a funcdo custo é
checada. E por dltimo, na abordagem fop-down, a série temporal é primeiramente aproximada
pelo maior segmento de reta possivel. Em seguida o segmento maior € dividido em segmentos
menores de modo que a funcao custo seja a menor possivel.

Em [Keogh Olc|| é realizado um amplo estudo na representacdo de séries temporais através
de segmentos de reta. Segundo o autor, a abordagem de janela deslizante ndo apresenta um
resultado satisfatorio, ja a abordagem fop-down apresenta resultado adequado, porém ndo se
mostra muito escaldvel. Por dltimo a abordagem bottom-up mostrou o melhor resultado, além

de uma boa escalabilidade.
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2.4.3 Técnicas Baseadas em Modelos

Essas técnicas sio baseadas em modelos estatisticos ou em modelos estocésticos. E possivel
representar uma série temporal utilizando modelos de Markov. Modelos de Markov cujos
parametros sdo desconhecidos sdo denominados de modelos escondidos de Markov (Hidden
Markov models - HMM) [Rabiner 89]. Um HMM de primeira ordem, ou seja, depende apenas

do estado atual para determinar o préximo estado, sendo descrito pelos seguintes parametros:

e Numero de estados;
e A distribuicdo de probabilidade de transi¢do de um estado ir a outro;
e A densidade de observacoes;

e A distribuic@o de probabilidade do estado inicial.

Para que um sistema seja completamente modelado probabilisticamente € preciso especi-
ficar o seu estado atual e os estados anteriores. Um caso especial é a cadeia de Markov,
pois para ela € necessdrio apenas o conhecimento do estado atual e do estado antecessor. O
problema de estimar os parametros de um HMM, dadas as observagdes, pode ser visto como
um problema de maxima verossimilhanca. Porém, este problema ndo possui uma solugdo
global, algoritmos iterativos como o Baum-Welch [Baum 70] garantem a convergéncia apenas

para maximos locais.

2.4.4 Técnicas Ditadas pelos Dados

Nas técnicas adaptativas, ndo adaptativas e baseadas em modelo, o usudrio tem a op¢do (impli-
cita ou explicita) de escolher a taxa de compressao dos algortimos. Ja na categoria de técnicas
ditadas pelos dados, ndo hd a necessidade de o usudrio optar pela taxa de compressdo, os
dados em si sdo responsaveis por indicar sua compressao [Ratanamahatana 05]]. Para a técnica
Clipping [Ratanamahatana 03]], a compressao das séries temporais depende apenas da média.
A transformacdo da série temporal € realizada substituindo os valores reais da série temporal
por um tnico bit. Dada uma série temporal T = {t,,12,...,t,,} de m valores reais, a série
transformada C = c¢jc; ... ¢, € obtida substituindo-se os valores reais de T por bits respeitando
a Equagdo[2.20] Na Figura[2.8|¢é possivel observar uma representagio visual da transformagdo

de uma série temporal para uma sequéncia de bits.

1, set;>
Ci= i~ (2.20)

0, caso contrario

onde u € a média de X.
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Figura 2.8: Representacdo de uma série temporal através de uma sequéncia de bits. Adaptado
de [Ratanamahatana 05l]

A sequéncia de bits obtidas pode entdo ser comprimida através da codificagdo run length.
Segundo o autor essa representacdo apresenta um limitante inferior mais proximo do dominio

original da série temporal, logo um maior poder de poda, agilizando as consultas.

2.5 Técnicas de Sumarizacao de Séries Temporais

A sumarizagdo € uma técnica que utiliza as caracteristicas globais de uma série temporal para
representd-la. A sumarizacao é uma técnica muito vantajosa por apresentar uma reducao signifi-
cativa da dimensionalidade da série temporal. Geralmente as séries temporais sdo representadas
por mais de uma técnica de sumarizacao, criando assim um vetor de caracteristicas. O vetor de

caracteristicas consiste de vdrias caracteristicas globais de uma série temporal.

2.5.1 Sumarizacao Baseadas em Estatistica

Seja uma série temporal com m valores T = {t1,13,...,t,, }, é possivel caracteriza-la através das

seguintes medidas estatisticas:

e Média: Representa a média dos valores de uma série temporal, também chamada de

primeiro momento e pode ser calculado pela Equacao [2.21]

m

u=Yy = (2.21)

i—1m

e Mediana: Para a série temporal ordenada em ordem crescente de seus valores, a mediana
¢ o valor intermedidrio que separa a metade com valores menores que a mediana da

metade com valores maiores que a mediana. Se m for impar, a mediana € o valor central
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da série temporal ordenada. Caso m seja par, a mediana € a média dos dois valores centrais

da série temporal ordenada.
e Moda: E o valor que ocorre com maior frequéncia na série temporal.

e Variancia: Mostra a variag¢do dos valores da série temporal em relacdo a média, é também

chamada de segundo momento e pode ser calculada pela Equacdo [2.22]

Y (ti—u)?
o2==L (2.22)
m—1
Outra medida estatistica que pode ser utilizada € o desvio padrao, que € definido pela raiz

quadrada da variancia.

2.5.2 Sumarizacao Baseada em Codificacio Run-Length

A codificacdo run-length codifica uma sequéncia de valores que possuem o mesmo valor em
uma série temporal. Por exemplo, a série temporal 7 = {1,7,7,1,3,5,5,7,1} (Figura
possui duas run-length, uma para o valor 5 e outra para o valor 7. A série temporal pode ser
codificada por {(7,2),(5,2)}, ou seja, a série temporal possui uma run-length de tamanho 2 no

valor 5 e outra de tamanho 2 no valor 7.

Medida
TN R UV . NI
‘
‘

Tempo

Figura 2.9: Uma série temporal apresentando run-length nos niveis 5 e 7.

Além da codificacdo run-length, é possivel obter outras medidas através da matriz run-length
descrita em [Uppaluri 02]] para detectar a presenca de patologias pulmonares em imagens de
tomografia. Os elementos r(i, j) dessa matriz indicam a presenga de uma run-length de tamanho

J para o nivel de cinza i. Através dessa matriz € possivel obter as seguintes medidas:
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e Short Run-Length Emphasis: Essa medida indica a presenca de run-length curtas e pode
ser calculado através da Equacgao Altos valores dessa medida indicam a presenca de

run-length curtas.

(2.23)

onde NL é o nimero de valores (niveis) na série temporal, NR é o nimero de run-length

e r(i, j) é a run-length de tamanho j para o nivel i.

e Long Run-Length Emphasis: Essa medida indica a presenca de run-length longas e pode
ser calculada através da Equacdo[2.24] Altos valores dessa medida indicam a presenga de

run-length longas.
NL NR

Y ¥ (i)

i=1j=1
NL NR

r Y @)

i=1j=1

SLE = (2.24)

onde NL é o nimero de valores (niveis) na série temporal, NR € o nimero de run-length

e r(i,j) é a run-length de tamanho j para o nivel i.

2.5.3 Sumarizacio Baseada em Histograma

O histograma € uma representacio grafica que indica a distribuicao de frequéncias dos dife-
rentes valores da série temporal. Em [Chen 04] € proposta uma técnica de sumarizagdo de
séries temporais baseada em histograma para realizar buscas exatas. O eixo das abscissas
representa todos os possiveis valores da série temporal e no eixo das ordenadas estd representada
a frequéncia com que cada valor aparece. Normalmente o histograma € representado através
de um grafico de barras. Para a série temporal 7 mostrada na Figura o histograma da
série temporal é descrito por (1,3),(2,0),(3,1),(4,0),(5,2), (6,0),(7,3) e pode ser visto na
Figura[2.10]

Através do histograma € possivel calcular medidas estatisticas que podem ser utilizadas para
caracterizar uma série temporal. Para um histograma possuindo M valores, média u, desvio

padrdo ¢ e f(m) representando a frequéncia do valor m, tem-se:

e Obliquidade: Mede a assimetria de um histograma, é calculado pela Equagéo

M
Y (f(m)—p)’

Obliquidade = ™=
iquidade o3

(2.25)
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Figura 2.10: Histograma da série temporal apresentada na Figura

e Curtose: Mede a dispersdo que caracteriza o pico ou "achatamento"do histograma, é
calculado pela Equagdo [2.26]

Curtose = "=1 (2.26)

e Entropia: Mede a quantidade de informag@o ou incerteza de um histograma, pode ser
calculado pela Equagéo

M
Entropia = — Z Pr(m)log(Pr(m)) (2.27)
m=1

onde Pr(m) é a probabilidade de ocorréncia do valor m.

e 5% e 957 Percentil: Percentil é o valor o qual uma certa porcentagem dos valores se
encontra abaixo dele. O 5¢ percentil apresenta 5% dos valores do histograma abaixo dele,

ja 0 95° percentil apresenta 95% dos valores do histograma abaixo dele.

2.6 Consideracoes Finais

Neste capitulo foram apresentados resumidamente os principais conceitos relacionados a sé-
ries temporais. Foram apresentadas técnicas de pré-processamento de séries temporais, etapa
fundamental ao se considerar dados agrometeorolégicos. Também foi discutido o conceito de
similaridade entre séries temporais, sendo apresentadas as principais medidas de similaridade
da literatura reportadas para esse tipo de dados. Outro conceito importante apresentado nesse

capitulo foi a representacdo de séries temporais de um modo mais simplificado. Visto que a
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natureza continua e sua alta complexidade dificultam a aplicacdo de técnicas de mineracdo de
dados.
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Capitulo 3

Mineracao de Motifs em Séries Temporais

3.1 Consideracoes Iniciais

O crescente aumento no volume de séries temporais geradas a partir de sensores remotos, mode-
los climaticos e ac¢des financeiras exige métodos automaticos para a extracao de conhecimento a
partir desses dados. Uma das principais tarefas na mineracao de séries temporais € a descoberta
de motifs, ou seja, padrdes que ocorrem com frequéncia nas séries temporais. A mineragdo de
motifs pode ser utilizada como entrada para a descoberta de regras de associacdo temporais,
algoritmos de agrupamento e de classificacao [Lin 02].

A mineracao de motifs utiliza conceitos de similaridade entre subsequéncias de séries tem-
porais (padrdes), podendo ser dividida em dois problemas, a descoberta de padroes mais fre-
quentes e a descoberta de pares de vizinhos mais préximos. Neste capitulo serdo introduzidos
0s conceitos necessarios para o entendimento do método proposto nesse projeto de mestrado,
que serd apresentado no Capitulo[5] Também serdo apresentados os principais algoritmos para
a mineracdo de motifs.

Este capitulo estd organizado do seguinte modo. Na Sec@o [3.2]sdo apresentandas as princi-
pais defini¢des e notacdes para o entendimento desse capitulo. As Se¢des[3.3|e[3.4]apresentam,
respectivamente, algoritmos para a descoberta de motifs de padrdes mais frequentes e de pares

de vizinhos mais préximos. E por tltimo sdo apresentadas as consideracdes finais na Secao[3.5]

3.2 Definicoes e Notacoes

Motifs em séries temporais sao padrdes previamente desconhecidos que ocorrem frequente-

mente ao longo de uma série temporal. A descoberta de motifs foi inicialmente definida por
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Lin et al. em [Lin 02], sendo apresentada uma definicdo mais geral por Chiu et al. [[Chiu 03].
Nesta secdo, serdo apresentados os conceitos e defini¢cdes necessarios para o entendimento da
descoberta de motifs. Uma série temporal € um conjunto 7 = {f,1,,...,t, } de m valores reais
ordenados no tempo (Defini¢ao [2.1).

Como os motifs sdo padrdoes menores que ocorrem ao longo de uma série temporal maior,
nao ha o interesse em utilizar a série como um todo, sendo utilizado apenas pedagos da série.

Um pedaco da série temporal é chamado de subsequéncia e é definido a seguir (Defini¢do [3.1).

Definicao 3.1. Subsequéncia: Dada uma série temporal 7 de tamanho m, uma subsequéncia
Sp de T € uma amostra contigua de tamanho n < m de T a partir da posi¢do p, ou seja, S, =

{tp,.. s tpsn—1}paral <p<m—n-+1.

Uma etapa importante do processo de descoberta de motifs é a determinacdo de similaridade
entre padrdes distintos. Duas subsequéncias sao consideradas como o mesmo padrdo quando
a similaridade entre as duas é menor do que um certo limiar, tal fato é também chamado de
casamento de subsequéncias. O casamento entre duas subsequéncias ¢ definido como mostra a
Defini¢io 3.2l Um exemplo de casamento entre subsequéncias pode ser visto na Figura[3.1] as
subsequéncias S, € S, apresentam um padrido de comportamento similar, podendo ser classifi-

cadas como 0 mesmo padrao.

Definiciio 3.2. Casamento: Dada uma fungdo de distancia D(S,,S,) entre duas subsequén-
cias, um ndmero real positivo R (raio de abrangéncia) e uma série temporal 7 contendo as
subsequéncias S, e S,, se D(S,,5,) < R, entdo diz-se que a subsequéncia S, ¢ um casamento
de S,.

_35 L L L L L L L L
0 20 40 60 80 100 120 140 160 180

Tempo

Figura 3.1: Casamento entre as subsequéncias S, e S,.

Lembrando que no problema da descoberta de motifs as subsequéncias sdo extraidas de

uma mesma série temporal, os melhores casamentos podem ocorrer entre duas subsequéncias
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que apresentam apenas um leve deslocamento temporal, ou seja, apresentam sobreposi¢do.
O casamento entre duas subsequéncias que se sobrepdem € chamado de casamento trivial.
O casamento trivial € um problema, visto que poderiam existir motifs consistindo apenas de
subsequéncias que ocorreram em instantes seguidos e ndo possuindo nenhuma relevancia. Na
Figura € possivel observar que para a subsequéncia S, tanto a subsequéncia que ocorre
instantes antes, como a que ocorre instantes depois, formam um casamento. Pode-se notar que
as trés subsequéncias podem ser consideradas apenas como um unico padrio. Para a descoberta

de motifs é necessario entao definir o conceito de casamento nao-trivial.

Definicao 3.3. Casamento Ndo-Trivial: Dada uma série temporal 7' contendo um casamento
entre as subsequéncias S, e Sy, diz-se que S, e S, formam um casamento nao-trivial se houver
pelo menos uma subsequéncia S, comegando na posicdo ¢', tal que D(S,,S,) > R, sendo
g<q <poup<dq <gq. Ou seja, duas subsequéncias formam um casamento nio-trivial,
se houver pelo menos uma subsequéncia entre elas que ndao forme um casamento com uma

delas.

30 T T T T T T T T

_— S

20 e, T Casamentos Triviais |

_40 L L L L L L L L

0 20 40 60 80 100 120 140 160 180
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Figura 3.2: Tanto as subsequéncias que antecedem quanto as que sucedem formam um
casamento com S,.

A partir dessas defini¢des, € possivel formalizar o problema da descoberta dos K-Motifs
Frequentes (Definigo [3.4).

Definicao 3.4. K-Motifs Frequentes: Dada uma série temporal 7', uma subsequéncia de
tamanho n e um raio de abrangéncia R, o motif frequente mais significativo em 7 (I-Motif)
¢ a subsequencia s{1} que apresentar o0 maior nimero de casamentos ndo-triviais. O K-ésimo
motif mais significativo em 7' (K-Motif) € a subsequéncia siK} que apresentar 0 maior nimero

de casamentos nao-triviais e satisfizer D(S{K},S{i}) > 2R, para todo i, tal que 1 <i < K.

E importante notar que a Defini¢do exige que o conjunto de elementos (subsequéncias)

dos K-motifs sejam mutualmente exclusivos. Assim, evita-se que dois motifs compartilhem
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1-Motif . 1-Motif | 2-Motif
° ° * ° o
[ ]
o ©
° ° s ° hd
. [ )
2-Motif
(2) D(S'K} 51y > R (b) D(SK} sty > 2R

Figura 3.3: Representacdo no espaco bidimensional da unicidade dos K-Motifs Frequentes.

a maioria dos seus elementos, fazendo com que ambos pudessem ser considerados como o
mesmo motif. A Figura[3.3]ilustra a diferenca quando os centros dos motifs distam de R ou 2R.
Na Figura [3.3]as subsequéncias estdo representadas em um espacgo bidimensional. Note que se
caso o centro dos motifs fossem distantes de apenas R (Figura[3.34), grande parte dos elementos
do 2-motif também estariam contabilizados no 1-motif. Ja quando o centro dos motifs distam
de 2R (Figura , os elementos do 1-motif e do 2-motif, ndo sdo compartilhados. Assim, a
Defini¢ao |3.4/impede que os k motifs apresentem sobreposi¢ao de elementos.

Uma outra definicdo de motif foi proposta em Yankov et al. [Yankov 07], o Motif de
Vizinhos Préximos. Nessa proposta, o par de subsequéncias que apresentar a menor distancia
¢é considerado como o motif mais significativo, o par que apresentar a segunda menor distancia
€ o segundo motif mais significativo e assim por diante. Desse modo, essa proposta alivia o
problema de escolha de um raio de abrangéncia R, que € dependente dos dados que estdo sendo
utilizados. Porém, como ja dito anteriormente, essa proposta tem por objetivo encontrar o par
de subsequéncias mais similares e nao as subsequéncias com o maior nimero de ocorréncias.
Assim como no Motif Frequente, a descoberta de vizinhos que ocorram entre intervalos de

tempos pequenos ndo € relevante, chamados de vizinhos triviais.

Definicao 3.5. Vizinho Ndo-Trivial: Dada uma série temporal 7' contendo as subsequéncias
Sp e 8y, diz-se que S, e S, s@o vizinhos ndo-triviais se p = g ou se houver pelo menos uma
subsequéncia S, comegando na posi¢do ¢', tal que D(S,,S,) > D(S,,S,), sendo g < ¢’ < p ou
p<q <gq.

Pela Definigdo [3.5| para que duas subsequéncias S, e S, sejam vizinhos ndo-triviais, deve
haver pelo menos uma subsequéncia entre elas que seja mais distante de S, do que S, € de .

Pode-se agora definir o Motif de Vizinhos Préximos.

Definicao 3.6. Motifs de Vizinhos Proximos: Dada uma série temporal 7', o motif de vizinhos
proximos mais significantivo em T € o par de subsequencias S, e S;, de tamanho n, que sejam

vizinhos ndo-triviais e D(S,,S,) seja a menor possivel.
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3.3 Padroes Frequentes

Como descrito anteriormente, motifs sao padroes previamente desconhecidos, sendo necessario
verificar em todo o espago de busca, ou seja, todas as subsequéncias de uma série temporal, para
que sejam determinados os padroes mais frequentes. Uma possivel abordagem para realizar essa
tarefa faz uso de uma busca exaustiva por todas as subsequéncias, essa abordagem é chamada
de algoritmo de forga bruta. O Algoritmo [3.T]ilustra os passos necessarios para achar o 1-Motif
através da forca bruta. Para se extrair todas as subsequéncias S; (1 <i <m —n+ 1) de tamanho
n de uma série temporal 7 de tamanho m > n utiliza-se uma janela deslizante. Em seguida, para
cada subsequéncia S;, o algoritmo de forga bruta passa por todas as subsequéncias §; (1 < j <
m—n+1) de T verificando quais formam um casamento ndo-trivial com S;. Cada casamento
nao-trivial € entdo contabilizado e armazenado. A cada passagem, o algoritmo armazena apenas
o motif mais significativo, ou seja, o que apresentar mais casamentos nao-triviais. Ao final do
processo, o algoritmo retorna o 1-motif. E possivel notar que a abordagem de forca bruta possui
um custo computacional quadritico em relacdo ao tamanho da série temporal, visto que sdo

necessarias O(m?) chamadas para a fungio de distancia, tornando o seu uso impraticével.

Algoritmo 3.1 Algoritmo de For¢a Bruta para descobrir 1-Motif
Entrada: 7, n, R
Saida: 1-Motif
melhorContagemMotif = 0;
melhorPosicaoMotif = NULL;
para i = 1 até tamanho(7) - n + 1 faca
contagem = 0;
vetorCasamentos = NULL;
para j = | até tamanho(7') - n + 1 faca
se casamentoNaoTrivial(S;, S;, R) entao
contagem = contagem + 1;
vetorCasamentos = acrescentar(vetorCasamentos, j);
fim se
fim para
se contagem > melhorContagemMotif entao
melhorContagemMotif = contagem;
melhorPosicaoMotif =i,
melhorVetorCasamentos = vetorCasament os;
fim se
fim para

Em Chiu et al. [Chiu O3] foi proposta uma abordagem eficiente para a descoberta de
motifs baseada na projecdo aleatéria. O algoritmo de projecdo foi proposto por Buhler e
Tompa [Buhler O1/] com o propésito de encontrar motifs implantados (cadeias de caracteres que
diferem de apenas alguns simbolos) em sequéncias de DNA [Pevzner 00]. Como o algoritmo

de projecao busca apenas por cadeias de caracteres, € necessario adaptar o algoritmo para que
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3. MINERACAO DE Motifs EM SERIES TEMPORAIS

seja possivel utilizd-lo no dominio das séries temporais. Essa adaptacdo pode ser realizada
através de representacdes simbdlicas de séries temporais, ou seja, as séries temporais passam a
ser representadas por cadeias de caracteres. Chiu et al. utiliza a técnica SAX para discretizar as
séries temporais e também reduzir sua dimensionalidade.

Na primeira etapa, as subsequéncias sdo extraidas através de uma janela deslizante e entdo
convertidas para uma notacdo simbdlica através de técnica SAX. Cada subsequéncia ja discre-
tizada é entdo armazenada na matriz S. Note que os indices das linhas da matriz § fazem
uma correspondéncia direta com a posi¢do temporal da subsequéncia discretizada na série
temporal. O nimero de linhas da matriz deve ser igual ao nimero de subsequéncias extraidas
da série temporal. Por exemplo, considere uma série temporal 7' de tamanho m = 1.000 que
contenha apenas um motif de tamanho n = 16 nas posi¢oes S7 e Ssg. Na Figura 3.4/ € possivel
observar o processo de extracao e discretizacdo das subsequéncias para essa série temporal. Sao
extraidas 985 subsequéncias de tamanho n = 16 e apds convertidas em cadeias de caracteres,
sdo armazenadas na matriz S. A cadeia de caracteres da linha 1 corresponde 2 subsequéncia S,

a linha 2 corresponde a $; e assim por diante.

S
; lla|c|b|a
1\ ] 2lbjcla|b
0 \ 100 200 300 400 500 600 700 800 900 1000 e | e | o | @

_/_\ Tempo . . L] . L]

S .

1 \,__' Sl=a C b a 55‘3 a|C|(C |a
a=3{abc} N I S I
n=16
W=a 98s5|b|c|c|c

Figura 3.4: Primeira etapa do algoritmo de projecdo aleatéria. Através de uma janela
deslizante a subsequéncia S| € extraida e convertida na cadeia de caracteres S‘l. A cadeia S
é entdo armazenada na matriz S de modo que cada linha corresponde a posi¢io temporal da
subsequéncia na série temporal.

Na segunda etapa do algoritmo, d colunas da matriz § sdo escolhidas aleatoriamente para
serem utilizadas como mascara. Entdo, cada uma das subsequéncias de S sdo0 colocadas em
baldes baseando-se nos valores das d colunas. Por exemplo, na Figura foram escolhidas
as colunas {1,2} como mdscara e cada subsequéncia foi armazenada no balde correspondente.
Como as subsequéncias S; e Ssg possuem os mesmos simbolos, elas pertencem ao mesmo balde,
assim como as subsequéncias S, e S‘985 também pertencem ao mesmo balde.

A terceira etapa consiste em atualizar a matriz de colisdo. Essa tarefa € realizada utilizando-se
a distribuicao das subsequéncias nos baldes. Se duas subsequéncias i e j pertencerem a um
mesmo balde, a célula (i,j) da matriz de colisdo deve ser incrementada, no exemplo (Fi-
gura , a posigdo (58, 1) é incrementada. Note que embora apenas as subsequéncias S e Ssg

sejam de fato um motif, a célula (985,2) também possui 0 mesmo valor na matriz de colisdo,
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3.3. Padrdes Frequentes

indicando assim um falso positivo. Para evitar que esse problema ocorra, as etapas dois e trés
sdo repetidas por i iteragdes. A cada iteracdo uma nova mascara € escolhida aleatoriamente e
os baldes sdo esvaziados. Na Figura 3.6 € possivel observar uma segunda iteragdo utilizando a
madscara {2,4}. O nimero de itera¢des pode ser determinado pelo usudrio ou até que o critério

previamente definido seja alcangado.

lla|C /| 1 58 1
2(b| c )
o 457
sslalc 581 1
ggé b C - 2 985 os .

1 2 +++ 58 -+ 985

Figura 3.5: A esquerda é possivel observar a mdscara { 1,2} escolhida aleatoriamente. A matriz
de colisdo armazenando as colisdes estd representada a direita. Adaptado de [[Chiu 03]].

1 (o al/——— 1 58 1
2 C b 5
"B 2 5
58 c a . 58| 2
985 C cl— 985 985 1

1 2 -++ 58 -+ 0985

Figura 3.6: Na segunda iterac@o do algoritmo foi utilizada a méscara {2,4} e a posi¢do (58,1)
da matriz de colisdo € incrementada. Adaptado de [Chiu 03].

A ultima etapa do algoritmo utiliza a matriz de colisdo como um filtro de possiveis can-
didatos a motif. Caso os valores da matriz de colisdo possuam uma distribuicdo uniforme, a
série temporal ndo apresenta motifs. Ja valores altos (estatisticamente relevantes) na matriz
de colisd@o podem indicar motifs. As células que apresentarem valores altos sdo verificadas no
dominio original da série temporal. Primeiro verifica-se se as duas subsequéncias formam um
casamento nao-trivial, no caso do exemplo as subsequéncias S| e Ssg. Em caso positivo, através
de uma janela deslizante, adiciona-se ao motif as subsequéncias que também formarem um
casamento nao-trivial com ;.

O algoritmo de projecao aleatéria € um dos principais algoritmos para a mineracao de motifs
frequentes. Segundo os autores, o algoritmo apresenta complexidade linear com o tamanho
da série temporal, apresentando uma resposta de modo répido e eficiente. Apesar de sua

natureza probabilistica, o algoritmo apresenta bons resultados com apenas algumas iteracoes,
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3. MINERACAO DE Motifs EM SERIES TEMPORAIS

sendo possivel melhorar sua precisdo com um maior nimero de iteragdes. Embora eficiente,
ha a necessidade de utilizar uma matriz de tamanho m? para a matriz de colisdo, tornando
o método custoso em memoéria. Em Tang e Liao [Tang O8] foi proposto um aprimoramento
no algoritmo de projecdo aleatdria para minerar motifs de tamanhos diferentes. Para tanto, o
algoritmo inicia com valores pequenos de n, concatenando os padrdes menores para descobrir
os padrdes maiores.

O trabalho de Udechukwu et al. [Udechukwu 04]] apresentou um algoritmo para a desco-
berta de motifs frequentes utilizando uma arvore de sufixos. Assim como na projecdo aleatoria,
€ necessario que a série temporal passe por um processo de discretizacdo. Como o problema
de descoberta de motifs consiste em encontrar padrdes que se repetem, € necessdrio que cada
subsequéncia seja normalizada. Deste modo, ndo € possivel utilizar métodos de discretiza¢ao
baseados nos valores das séries temporais para obter proveito das vantagens de uma arvore
de sufixo. Para contornar tal fato, Udechukwu et al. propds uma discretizacdo simbdlica
baseada no angulo de inclinacdo das retas formadas entre duas leituras consecutivas na série
temporal. Um exemplo pode ser visto na Figura 3.7} ao invés de utilizar os valores dos pontos
A, B e C, serdo utilizados os angulos ab e bc, formados respectivamentes pelas retas AB e BC.
Cada inclinagao serd representada por um simbolo de acordo com o valor de sua angulacdo. O
tamanho do alfabeto pode ser ajustado de acordo com o grau de detalhamento desejado. Como
os angulos sempre possuem valores no intervalo entre —90° e +90°, nao ha a necessidade de
realizar ajustes especificos para cada dominio de dados. Desse modo, é possivel representar
padrdes similares sem a necessidade de normalizar cada subsequéncia. Apds o processo de
discretizacdo, a série temporal é indexada em uma arvore de sufixos e os motifs podem ser
encontrados através de buscas pela drvore. Nao ha a necessidade de determinar o tamanho do

motif. Embora eficiente, o algoritmo pode ser afetado por ruidos [Castro 12].

Figura 3.7: Discretizacao através dos angulos

Um algoritmo para minerar motifs no dominio original dos dados através de amostragem
aleatoria foi proposto em Catalano et al. [[Catalano 06]]. O algoritmo retira amostras de janelas

da série temporal, armazenando as janelas mais similares. Para que os padrdes mais frequentes
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sejam encontrados, é necessdrio retirar uma quantidade suficiente de amostras. O tamanho das
janelas € escolhido para que seja possivel encontrar qualquer padrdo. Para eliminar ruidos, o
algoritmo cria uma janela formada por leituras de posicdes aleatérias da série temporal. Assim,
os padrdes que forem muito similares a janela de ruidos sdo descartados. Por ser baseado
em amostragens aleatorias e por utilizar pouca memoria, 0 método pode apresentar resultados
ruins quando os motifs s@o raros ou esparcos entre si [Mohammad 09]]. Nesses casos, o método
necessita de uma grande quantidade de memdria [Minnen OS]].

Em Li e Lin [Li1 10, L1 12] foi proposto um método para a descoberta de motifs de tama-
nhos variados utilizando um algoritmo baseado em compressdo gramatical. O algoritmo extrai
subsequéncias das séries temporais através de uma janela deslizante e convertendo-as para a
representacdo SAX. Em seguida, as subsequéncias convertidas sdo concatenadas e transforma-
das em uma sequéncia de padrdes. A partir dessa sequéncia de padrdes, o algoritmo induz as
regras gramaticas, que dardo origem aos padrdes frequentes. Segundo os autores, por induzir
regras gramaticais para a construcdo da sequéncia de padrdes, o método permite revelar o
comportamento hierdrquico dos dados, bem como determinar intuitivamente a relagdo entre
padrées. Outra vantagem do método proposto por Li e Lin € a sua capacidade em minerar
motifs de diferentes tamanhos em uma tunica passagem pela série temporal. Entretanto, o
método apresenta dificuldades em encontrar padrdes que possuam subsequéncias proximas dos

intervalos de extracao [Li 10].

3.4 Pares de Padroes Mais Proximos

Assim como na descoberta de motifs frequentes, o par de padrdoes mais préximos também ¢é
previamente desconhecido. Portanto, é necessario verificar todas as subsequéncias para encon-
trar o par que apresente a menor distancia e que sejam vizinhos ndo-triviais. Uma possivel
solucdo para esse problema € a busca exaustiva assim como no algoritmo de forca bruta para
os motifs frequentes. O algoritmo de for¢a bruta para o par de vizinhos mais proximos também
apresenta complexidade quadrética com o tamanho da série temporal e esta representado no
Algoritmo[3.2] O algoritmo calcula a distancia dos pares de vizinhos nao-triviais e armazena o
par que apresentar a menor distancia. Assim como no algoritmo de forca bruta para os motifs
frequentes, seu uso € impraticdvel.

Yankov et al. estendeu o algoritmo de projecdo aleatdria para encontrar o par de vizinhos
mais proximos [Yankov 07]. O método proposto por Yankov et al. segue o mesmo algoritmo
utilizado em [Chiu 03], porém com algumas modificacdes. As subsequéncias da série temporal
sdo extraidas e convertidas na representagdo simbdlica SAX. Apds essa etapa, o algoritmo
utiliza amostragens aleatdrias para contabilizar na matriz de colisdo os pares de subsequéncias
que contenham os mesmos valores. Ao final do algoritmo, € realizado o célculo da distancia

no dominio original da série temporal apenas para os pares de subsequéncias que apresenta-
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Algoritmo 3.2 Algoritmo de For¢a Bruta para descobrir o Motif de Vizinhos mais Préximos
Entrada: T, n
Saida: L, L,  //Posigdes do par de vizinhos mais proximos

menorDistancia = oo;
L1 = L2 = NULL;
para i = 1 até tamanho(7') - n + 1 faca
para j = 1 até tamanho(7T') - n + 1 faca
se vizinhoNaoTrivial(T;, Tj) < menorDistancia entao
menorDistancia = vizinhoNaoTrivial(T;, T});
L1 =1
Ly =J;
fim se
fim para
fim para

rem valores na matriz de colisdo superior a um limiar. QOutra caracteristica desse método € a
capacidade de encontrar padroes semelhantes mas que possuem escalas diferentes.

Em [Mueen 09b]] foi proposto o algoritmo Mueen-Keogh (MK), um algoritmo exato para a
descoberta de pares de vizinhos mais préximos. O algoritmo MK utiliza uma subsequéncia
de referéncia para reduzir o nimero de cdlculos de distancia. Através da subsequéncia de
referéncia, as demais subsequéncias sao ordenadas, criando uma heuristica para calcular apenas
os pares com maior probabilidade de serem vizinhos préximos. A idéia principal do algoritmo

pode ser vista na na Figura[3.§]

S3 S3
° S .\
S1, 1o
o o Sge ] ] S ] 58]
Ss 8 S2 J Sa 5
S2 4 Sa Se. Se
S7® S7
(a) Subsequéncias representadas no espago 2D. (b) Projec@o das subsequéncias para o espago 1D

utilizando a subsequéncia S| como referéncia.

Figura 3.8: Proposta de ordenagdo de sequéncias no espaco 2D. Adaptado de [Mueen 09b].

Na Figura estd ilustrado um conjunto de subsequéncias representadas no espago bi-
dimensional, as subsequéncias S4 e S5 representam o par de vizinhos mais proximos. Inici-
almente o algoritmo assume que a melhor menor distancia entre os vizinhos mais proximos €
infinita (menorDistancia = ). Entao, é escolhida aleatoriamente uma subsequéncia Sg para
ser utilizada como ponto de referéncia, no caso da Figura [3.8b|foi escolhida a subsequéncia S;.
As subsequéncias serdo projetadas em um espaco undimensional utilizando a distancia entre

elas. As subsequéncias serdo entdo ordenadas pela distancia até a subsequéncia de referéncia
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S1, sendo projetadas em um espago unidimensional. A menor distancia até o momento serd
a distancia entre a subsequéncia de referéncia e sua subsequéncia mais préxima, no caso do
exemplo, menorDistancia = D(S1,S,). Durante a ordenagdo também sdo calculadas as distan-
cias entre duas subsequéncias adjacentes projetadas no espaco unidimensional. Essas distancias,
embora nio correspondam a distancia real entre as subsequéncias, podem ser utilizadas como
um limitante inferior, ou seja, D(Sg,S;11) — D(Sg,S:i) < D(S;,Si+1)-

No préximo passo, o algoritmo MK percorre a lista ordenada de subsequéncias calculando a
distancia real entre duas subsequéncias adjacentes. Sempre que a distancia calculada for inferior
a menor distancia armazenada até o momento, menorDistancia é atualizada. No caso do exem-
plo da Figura é calculado a distancia entre as subsequéncias S» e S3. E importante notar
que, como dito anteriormente, apesar de D(Sy,S3) — D(S1,S2) < menorDistancia, a distancia
real entre elas D(S,,S3) € maior que menorDistancia. O algoritmo segue calculando a distin-
cia D(S3,S4) > menorDistancia, até calcular D(S4,S5). Como D(S4,Ss) < menorDistancia,
menorDistancia € atualizada para esse valor. A partir do valor de menorDistancia é possi-
vel percorrer a lista de subsequéncias na projecdo unidimensional utilizando uma janela des-
lizante para calcular o par de vizinhos mais préximos. Como a distancia entre duas sub-
sequéncias na projecdo unidimensional corresponde a um limitante inferior, sdo verificados
apenas os pares que apresentarem distancia na projecao inferior a menorDistancia. No caso
do exemplo, apenas os pares (S»,53) e (S4,S5) respeitam essa condi¢do e como jd se sabe
que D(S7,S3) > menorDistancia, o par de vizinhos mais préximos encontrados pelo algoritmo
MK € par (S4,S5), como esperado. Para aumentar ainda mais a velocidade dos algoritmos, os
autores recomendam a utilizacdo de mais de uma subsequéncia de referéncia, permitindo assim
uma melhor definicdo nos limitantes inferiores e evitando cdlculos desnecessarios da distancia
Euclidiana. Entretanto, o uso da distancia Euclidiana diretamente no dominio original da série

temporal pode apresentar problemas em dados ruidosos [Castro 12], prejudicando o algoritmo.

3.5 Consideracoes Finais

Nesse capitulo foram apresentados os conceitos relacionados a descoberta de motifs em séries
temporais. A descoberta de motifs pode ser dividida em duas categorias, mineracdo de padroes
frequentes e a descoberta do par de vizinhos mais proximos. Embora [Mueen 09al] considere
que o problema de descoberta de pares de vizinhos mais proximos possa ser utilizado como
base para encontrar os padrdes mais frequentes, esse projeto de mestrado considerou ambos
como problemas distintos. O par de vizinhos mais pr6ximos nio necessariamente indica que
esse seja o padrao mais frequente. J4 um padrdo mais frequente pode ndo conter um par de
subsequéncias entre os 10 vizinhos mais proximos [[Castro 12]. Nesse projeto de mestrado serd

dada énfase ao problema de mineragdo de padrdes mais frequentes (Capitulo [3)).
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Capitulo 4

O Indice Telesto

4.1 Consideracoes Iniciais

Devido ao recente avango tecnoldgico e a crescente capacidade de armazenamento dos com-
putadores, o volume de dados relacionados a séries temporais coletado, armazenado e dis-
ponivel para andlise tem aumentado constante e substancialmente. Como resultado, surge
o desafio de pesquisar de forma eficiente bases de dados de séries temporais. A busca por
similaridade em bases de dados de séries temporais é uma ferramenta importante para extrair
conhecimento dessas bases. Ela € amplamente empregada como sub-rotina em aplicacdes
baseadas em agrupamentos [Kalpakis O1], classificacdo [[Geurts O1] e mineragdo de regras de
associac¢do [Luo 04]. Por exemplo, por meio dessa busca € possivel determinar, a partir de dados
agrometeoroldgicos, regides para as quais um determinado comportamento seja similar ao
ocorrido em regides produtoras de cana-de-acticar em periodos proximos [Romani 10]. Neste
capitulo serd apresentado o indice Telesto (Time Series Generalized Suffix Tree), uma nova
abordagem de indexac¢do destinada a consultas por similaridade em bases de dados de séries
temporais.

Devido a sua natureza continua e por apresentar uma alta dimensionalidade, a tarefa de
indexar séries temporais pode ser considerada um grande desafio. Para contornar esse pro-
blema, o indice 7elesto reduz a dimensionalidade das séries temporais através de técnicas de
discretizacdo, assim, € possivel tomar proveito da velocidade de consulta de uma drvore de
sufixo generalizada. A partir da arvore de sufixo generalizada, o indice Telesto fornece consultas
por similaridade em uma base de dados de séries temporais. O indice Telesto permite realizar
consultas de subsequéncias por abrangéncia e por vizinho mais préximo. Em [Chino 12] foi

preliminarmente apresentado o Telesto, que foi desenvolvido em colabora¢do com outros pes-
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quisadores do GBdI.

O restante deste capitulo estd organizado do seguinte modo. Na Secdo ¢ dada uma
descrigdo de drvore de sufixo generalizada. Na Sec¢do [4.3]serd apresentado o indice Telesto para
realizar consultas por similaridade em uma base de dados de séries temporais. Na Secgao [4.4]
sdo apresentados os resultados experimentais utilizando dados obtidos a partir de imagens de

sensores remotos. As consideragdes finais sdo apresentadas na Segao [4.5]

4.2 Arvore de Sufixo

Uma 4rvore de sufixo € uma estrutura capaz de indexar todos os sufixos de uma cadeia de
caracteres [Weiner 73|]. A arvore de sufixo permite determinar de modo rdpido e eficiente a
ocorréncia de padroes na cadeia de caracteres. Assim, € possivel utilizd-las para encontrar
padrdes em comum entre duas ou mais cadeias de caracteres ou repeti¢cdes de padroes.

Seja ¥ ={ay,...,q,} um alfabeto com a caracteres. Seja £* um conjunto com todas as
cadeias de caracteres que podem ser construidas a partir de X e seja § € £* uma cadeia com
m caracteres, isto é, \5‘] = m. Seja S[i : j] (1 <i < j < m) uma subcadeia entre (e inclusive)
0 i-ésimo e j-ésimo caracteres de S. Sejam todas as subcadeias 5‘[1 : i] prefixos de S e todas
as subcadeias S[i : m] sufixos de S, denotado por S[i ::]. Seja $ ¢ X um caracter terminal que
representa o final de uma cadeia de caracteres. Para que seja possivel armazenar todos os sufixos
de uma cadeia de caracteres S de tamanho m, a arvore de sufixo deve obedecer as seguintes
propriedades [Gusfield 97]:

1. A arvore possui m nés folhas numerados de 1 a m;
2. Cada n¢ interno, exceto a raiz, tem pelo menos 2 filhos;
3. Cada aresta representa, por meio de seu rétulo, uma subcadeia de S;

4. Duas arestas que saiam do mesmo né ndo podem representar subcadeia com prefixo

comum;

5. Para cada n6 folha i, a concatenagdo dos rétulos das arestas que estdo no caminho da raiz

até esse n6 folha forma exatamente o sufixo S[i ::].

Umas das principais caracteristicas de uma arvore de sufixo € a sua capacidade em realizar
consultas por padrdes (subcadeias) em complexidade linear ao tamanho da subcadeia de con-
sulta. Para realizar as consultas na drvore de sufixo, o algoritmo de busca percorre apenas as
arestas que contém o mesmo prefixo que a cadeia de consulta. Na Figura .1] estd ilustrado um
exemplo para uma arvore de sufixo contendo todos os sufixos da palavra S = banana. No caso

do exemplo da Figura para se determinar as ocorréncias da cadeia S, = ana, o algoritmo de
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123456 7
S=bananas$
ana

Figura 4.1: Exemplo de uma consulta da subcadeia ana em uma arvore de sufixo contendo a
palavra banana.

busca percorrerd as arestas destacadas em azul e retornard como conjunto resposta os sufixos
S[2 ::] e S[4 ::] também destacados em azul.

A arvore de sufixo é capaz de indexar os sufixos de apenas uma cadeia de caracteres,
entretanto, € possivel indexar mais cadeias de caracteres através de uma drvore de sufixo genera-
lizada. A arvore de sufixo generalizada permite indexar um conjunto n de cadeias de caracteres
§=3§ Tyeee ,§n. Na arvore de sufixo generalizada sdo indexados todos os sufixos §,~ [J ::] de todas
as cadeias de Si € 8. Diferentemente da arvore de sufixo, os nds folhas da arvore de sufixo
generalizado sdo rotulados por um par de inteiros [i, j] que representam o sufixo S;[j 1. A
Figurailustra uma drvore de sufixo generalizada para o conjunto 8 = S, S5, onde | = abca$
e Sy = bcaba$. O né folha destacado em azul possui os pares [1,4] e [2,5], os quais representam
os sufixos S| [4 ::] = a$ e $,[5 ::] = a$, respectivamente. O caminho a um né (interno ou folha)
X, denotado por caminho(X ), representa uma subcadeia formada por meio da concatenagio dos
rétulos que estdo no caminho do né raiz ao né X. Por exemplo, o caminho ao né X na Figura[4.2]
representa a subcadeia bca, isto é, caminho(X) = bca.

O algoritmo trivial de construcao de drvores de sufixo generalizada € realizado da seguinte
forma. Inicialmente cria-se um no raiz, em seguida, para cada string S ; € T adicionam-se todos
os sufixos de S’i na arvore. A cada iteracdo, conforme necessdrio, as arestas sdao divididas de
forma a preservar as propriedades da arvore. Por exemplo, o algoritmo trivial para a constru¢ao
da arvore de sufixo generalizada da Figura|4.2]é realizado do seguinte modo. Primeiro é criado
um né raiz, entio os sufixos $i[1 ::] = abca$, S1[2 ::] = bca$ e $1[3 1] = ca$ sio inseridos ao
no raiz, ja que nao ha nenhum caminho na arvore com esses prefixos. Em seguida € inserido o
sufixo 814 ::] = a$ a0 n6 Y (sendo que caminho(Y) = abca), como eles compartilham 0 mesmo
prefixo a, o né Y é dividido e o sufixo $1[4 ::] = a$ é inserido. O restante dos sufixos & inserido

na arvore do mesmo modo.
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ba$

[1,4] [2,5] [1,3] [2,2]

ba$

[2,3] [1,1] [1,2] [2,1]

Figura 4.2: Example of a generalized Suffix Tree

As consultas por subcadeias na arvore de sufixo generalizada € realizada de maneira deter-
ministica em tempo linear ao tamanho da cadeia de consulta §q [Gusfield 97]]. A partir do n6
raiz, realiza-se o casamento entre a subsequéncia de consulta S’q e as subcadeias contidas na
arvore, até que seja encontrado um né Y tal que caminho(Y) = §q. Todos os nds folhas que des-
cendem de Y também apresentam ocorréncias da cadeia de consulta. Por exemplo, uma consulta
para a cadeia S’q = a na arvore de sufixo generalizada representada na Figura4.2|€ realizada do
seguinte modo. Apés encontrar o né Y, tal que caminho(Y) = a, o algoritmo percorre a drvore
até encontrar todos os nos folhas descendentes de Y, encontrando as ocorréncias de Sq = a nos
sufixos Sy [4 2], $5[5 1] 85[3 1] 8y [1 :2].

4.3 O Indice Telesto

O indice Telesto (acronimo para Time Series Generalized Suffix Tree) ¢ um novo método para
realizar consultas por similaridade em bases de dados de séries temporais de modo rapido e
eficiente. O Telesto se aproveita da reducdo de dimensionalidade proporcionada por técnicas
de discretizacdo de séries temporais e da alta velocidade de consulta das drvores de sufixo.
As consultas por similaridade através do indice Telesto ocorre em duas etapas: construcdo e
consulta.

Durante a etapa de construcdo do indice 7elesto, as séries temporais sdo convertidas para
uma representacdo simbodlica e em seguida indexadas em uma arvore de sufixo generalizada,
como ilustra a Figura Inicialmente a base de dados de séries temporais T = T1,...,T,
¢é recuperada do disco e em seguida cada série temporal € convertida para uma representagao
simbdlica através da técnica SAX utilizando um alfabeto de tamanho a. Ao final desse processo,

obtém-se um conjunto de séries temporais discretizadas § = Sy, ...,S,. Entdo, as séries tempo-
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rais discretizadas sdo indexadas em uma arvore de sufixo generalizada. A construcdo da drvore

de sufixo generalizada é realizada por meio do algoritmo de construcdo trivial apresentado na

Secao .2

= cbbab
= cqaba

wn

oy
v U»

oy

' N
|

n = ca;céba ;

>
7
\%
(Vo]

Base de Dados de Séries Temporais Ser!es Temporals Raore de. SUBES
Discretizadas Generalizada

\_ J\_ LS

Figura 4.3: Etapa de construcao do indice Telesto.

A etapa de consulta ilustrada na Figura 4.4] ¢ a responsdvel por realizar as consultas por
similaridade entre as séries temporais discretizadas por meio de casamentos de subsequéncias.
Seja T, = {t1,...,ty} uma série temporal de consulta. No primeiro passo dessa etapa, a série
temporal T; € convertida para representacdo simbdlica Sq =s1...5), utilizando a técnica SAX
com os mesmo parametros utilizados na etapa de construcao. Em seguida, € realizada uma con-
sulta por similaridade na drvore de sufixo generalizada, gerando um conjunto resposta de séries
temporais. Ao realizar uma consulta por abrangéncia, o indice 7elesto recupera todas as séries
temporais 7; € T que estejam a uma distancia D(7},T;) < R, sendo R o raio de abrangéncia.
Ja para a consulta por vizinho mais préximo, o indice Telesto recupera a série temporal mais

proxima de 7.

s N\ N\ w
Sq = bcaba Sx = acaba /\/\\SX
/\/\ Sy = ccaca /-\J\'\Sy
Sa ) ) SI ;
Sk = bcbba gl
Série Temporal Consulta por :
\ deConsulta A Similaridade A fepiunto Resposts Y

Figura 4.4: Etapa de consulta do indice 7elesto.

Para comparar séries temporais discretizadas por meio da técnica SAX, isto é, para cal-
cular as distancias D(T;,T;) entre essas séries, Telesto usa como base a fungdo de distancia
MINDIST(S}, S ;) (Equagdo . Como resultado, a consulta por abrangéncia em arvores de
sufixo generalizadas proposta pelo Telesto estende a busca por subcadeias na arvore de sufixo
generalizada da seguinte forma. Seja Sq =51 ...5y, uma série temporal de consulta discretizada.
A consulta por abrangéncia por S'q busca todas as subcadeias de tamanho m na arvore de sufixo

generalizada. Durante a busca, para cada n6 interno X percorrido na arvore, tem-se a subcadeia
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caminho(X) = S;[1 : k] correspondente. Caso MINDIST (;[1 : k],S,[1 : k]) > R, a busca é
interrompida, isto é, realiza-se uma poda na busca, e descarta-se S;[1 : k]. Caso a busca encontre
uma subcadeia com m caracteres S;[1 : m] € MINDIST (S;[1 : m],S,[1 : m]) <R, S;[1 : m] é

inserida no conjunto resposta.

123456 S¢=aba
Si=abcas$ (Rq=1,5)
S2=bcabas$ a ca
(MD[1:1]=1,72)
ba$
[1,4] [2,5] [2,4] [1,3] [2,2]

ca$ ba$

(MD=0) (MD=1,72)

[2,3] [1,1] [1,2] [2,1]

Figura 4.5: Consulta por abrangéncia utilizada no indice 7elesto.

Na Figura 4.5 estd ilustrado um exemplo de como a consulta por abrangéncia ¢ realizada.
Sejam as séries temporais discretizadas S| = abca$ e S = bcaba$ indexadas no indice Telesto,
a série temporal discretizada de consulta ﬁq = aba e um raio de abrangéncia R = 1,5. Durante a
consulta por abrangéncia o algoritmo de busca percorrerd todos os possiveis caminhos, descar-
tando os caminhos em que MINDIST (S;[1 : k],S,[1 : k]) > 1,5. No caso do exemplo, apenas os
caminhos destacados em azul sdo percorridos, visto que MINDIST (abc,S,[1 : 3] = aba) > 1,5
e MINDIST(C,Sq[l 1] =a) > 1,5. Assim, ao final do processo, serdo retornadas as subcadeias
$>[3:5] =abae 8;[2:4] = S$[1:3] = bea.

Para a consulta por vizinhos mais proximos, o raio de abrangéncia RNN € definido dinami-
camente a medida que a consulta € realizada. Inicialmente o raio de abrangéncia € ajustado para
RNN = o, Similarmente a consulta por abrangéncia, o algoritmo de busca do Telesto percorrera
todos os possiveis caminhos na arvore de sufixo generalizada calculando a MINDIST(Si[l :
k],S,[1 : k]). Sempre que for calculado uma MINDIST (S;[1 : k], 8,[1 : k]) que seja menor que
o raio de abrangéncia RNN, o raio de abrangéncia é atualizado para RNN = MINDIST (S;[1 :
k],S,[1 : k]). Assim como na consulta por abrangéncia, os caminhos sdo podados sempre que
MINDIST (Si[1 : k], 8,[1 : k]) > RNN.

E importante ressaltar que, como o Telesto estd baseado na representacdo SAX e em sua
funcdo de distancia MINDIST, as consultas por similaridade ndo descartardao falsos negativos
no conjunto resposta, visto que a MINDIST € um limitante inferior da distancia Euclidiana. Em

contrapartida, podem ocorrer falsos positivos, criando uma necessidade de uma fase posterior
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de refinamento. Portanto, o 7elesto deve ser considerado como um filtro, gerando apenas um
conjunto de séries temporais candidatas. Consequentemente, deve ser realizada uma verificagao
da distancia Euclidiana entre a série temporal de consulta e as séries retornadas pelo 7elesto no

dominio original das séries.

4.4 Teste de Desempenho

Para validar o indice 7elesto, foram realizados experimentos utilizando uma base de dados
reais de séries temporais. Foram utilizadas séries temporais extraidas das imagens de satélite
AVHRR/NOAA!. Os valores presentes nas séries temporais correspondem as medidas mensais
de NDVI? contidos nos pixels das imagens. Foram utilizadas imagens mensais da regido do
estado de Sdo Paulo correspondentes ao periodo de abril de 2001 a margo de 2010, totalizando
250.000 séries temporias de tamanho 108.

Foram realizados experimentos para avaliar o tempo de constru¢do do indice Telesto e
também foram realizados testes de desempenho para as consultas por abragéncia e vizinho
mais proximo. Os experimentos foram realizados variando-se o tamanho da base de dados
entre 50.000 e 250.000 séries temporais € variou-se também o tamanho das séries temporais
de consulta. Para os testes de desempenho das consultas, foram geradas séries temporais de
consulta, sendo essas separadas em 10 grupos. Cada grupo de consulta possui 5 séries temporais
discretizadas de tamanho 12, 24, 36, 48 e 60, correspondendo as séries temporais de 1, 2, 3,
4 e 5 anos respectivamente. As séries temporais foram discretizadas utilizando a técnica SAX
com a = 5 simbolos e w = 108. Para a consulta por abrangéncia, foi utilizada a taxa de erro
€ = 0,005 para calcular o raio de abrangéncia R das consultas, tal que € = R/|S,/, sendo |S,| o
tamanho da série de consulta. A etapa de consulta proposta pelo método Telesto foi comparada
com a busca sequencial na base de dados de séries temporais ja discretizadas. Foram analisados
os tempos gastos durante a etapa de construcdo do indice 7elesto e também o tempos gastos
para o processamento das consultas através do indice 7elesto e da busca sequencial. Todos
os testes foram executados 5 vezes, portanto, os valores apresentados e discutidos nessa se¢cdo
correspondem a média dessas 5 execugdes. Os testes foram realizados em um computador
executando o sistema operacional Linux (32 bits) com um processador Intel Core i7 2,67 Ghz,
12 GB de memoria priméria e 2 TB de memdria secunddria. Ambos os métodos, Telesto e busca
sequencial, foram implementados para memoria primaria usando a linguagem de programacao
C++ considerando apenas a fase de filtragem.

O primeiro experimento visou avaliar o tempo necessdrio para a construcdo do indice Telesto
variando-se o tamanho da base de dados. Na Figura 4.6 é possivel observar o tempo gasto
durante a etapa de construc¢io do indice Telesto. Pode-se observar um crescimento linear do

tempo gasto de acordo com o aumento do tamanho da base de dados. A partir desse resultado,

VAdvanced Very High Resolution Radiometer/National Oceanic and Atmospheric Administration
>Normalized Difference Vegetation Index
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€ possivel afirmar que a etapa de construcao do indice Zelesto € escaldvel, visto que o aumento
no tamanho da base de dados ndo degradou seu desempenho. E importante notar que, apesar
de serem necessdrios aproximadamente 70 segundos para se construir o indice para uma base
de dados de tamanho 250.000, a busca sequencial nessa mesma base leva em média 9 segundos
para realizar uma Unica consulta. Assim, caso seja necessario realizar maltiplas consultas, o

tempo gasto na etapa de construc¢do do indice 7elesto pode ser considerado desprezivel.

80 T T : T :
70
2 60
=]
e
[=]
50 50
2 40
5
= 30
10 ||
0 50 100 150 200 250 300

Tamanho da Base de Dados (x1000)

Figura 4.6: Tempo gasto para a constru¢do do indice Zelesto.

No segundo conjunto de experimentos, foram realizados testes de desempenho para as
consultas por abrangéncia e vizinho mais préximo. Para ambas as consultas foram realizados
experimentos para avaliar o impacto causado pela aumento do tamanho da base de dados,
como também o aumento do tamanho da consulta. Para os testes de desempenho variando-se o
tamanho da série temporal de consulta foi utilizada uma base de dados de tamanho 250.000.

Na Figurad.7|estdo ilustrados os resultados obtidos para o teste de desempenho da consulta
por abrangéncia. Nas Figuras e estd sendo apresentado o resultado comparativo entre
as consultas utilizando o indice Telesto e a busca sequencial. Como o indice Telesto apresentou
resultados na ordem de milésimos de segundos, a escala apresentada nas Figuras e
ndo permite uma andlise do comportamento ao se utilizar o indice. Assim, nas Figuras e
4.7destdo sendo apresentados apenas os resultados obtidos utilizando o indice Telesto. Pode-se
observar que em ambos os casos, o desempenho ao se utilizar o indice 7elesto foi muito superior
a busca sequencial. O indice 7elesto proveu uma melhora de desempenho que variou de 116 a
176 vezes quando considerado com o impacto do aumento do tamanho da base, e que variou
de aproximadamente 180 a 220 vezes quando considerado o impacto do aumento do tamanho
da consulta. O Telesto também apresentou um custo linear em relacdo ao tamanho da base
para realizar consultas por abrangéncia (Figura[d.7c). Ainda mais importante, com excegdo da
consulta de tamanho 12 que apresentou tempo gasto bastante reduzido, pode-se observar que o

tempo gasto pelo Telesto no processamento da consulta foi praticamente indiferente ao tamanho

46



4.4. Teste de Desempenho
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(c) Variando-se o tamanho da base de dados. (Ape-
nas o resultado obtido utilizando-se o indice Telesto)
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(b) Variando-se o tamanho da consulta.
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Figura 4.7: Tempo de resposta para uma consulta por abrangéncia utilizando-se o indice

Telesto.

da consulta utilizada (Figura [4.7d).
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(b) Variando-se o tamanho da consulta.

Figura 4.8: Tempo de resposta para uma consulta por vizinho mais proximo utilizando-se o

indice Telesto.

Os resultados obtidos para o teste de desempenho para as consultas por vizinho mais pro-
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ximo estdo ilustrados na Figura 4.8 Novamente, em ambos os casos o Telesto apresentou um
desempenho superior a busca sequencial. O indice Telesto apresentou uma melhora de até 20
vezes quando considerado o impacto do aumento do tamanho da base de dados e de até 168
vezes quando considerado o aumento do tamanho da série temporal de consulta. Assim como
na consulta por abrangéncia, o indice 7elesto apresentou um crescimento linear em relagdo
ao tamanho da base para realizar consultas por vizinhos mais proximos (Figura {4.8a). Dife-
rentemente da busca por abrangéncia, a busca por vizinhos mais préximos ndo se comportou
indiferente ao tamanho da consulta (Figura [4.8b). Esse comportamento para as buscas por
vizinho mais préximo se d4 ao fato de que o raio de abrangéncia para essa consulta nao € fixo.
Desse modo, ao realizar a busca, mais ramos da arvore podem ser visitados até que o raio de
abrangéncia convirja para a distancia do vizinho mais préximo. Entretanto, € possivel afirmar
que o indice Telesto € escaldvel para consultas por vizinhos mais préximos aumentando-se o

tamanho da consulta.

4.5 Consideracoes Finais

Neste capitulo foi apresentado o indice Telesto, uma nova abordagem de indexagdo destinada
a consultas por similaridade em séries temporais. O Telesto foi descrito em termos de suas

principais caracteristicas:

e Etapa de construcio: etapa em que as séries temporais sdo convertidas para uma repre-

sentacao simbdlica e entio indexadas através de uma arvore de sufixo generalizada;

e Etapa de consulta: voltada a realizacao de consultas por similaridade entre séries tempo-

rais utilizando como base a velocidade de consulta de uma arvore de sufixo generalizada.

Foram realizados experimentos utilizando séries temporais sobre bases de dados reais de
séries temporais, sendo que o indice Telesto se mostrou rdpido e eficaz. Os resultados obtidos
mostraram que as etapas de construcdo e consultas providas pelo indice 7elesto sdo escalaveis,
visto que apresentaram um crescimento linear do tempo gasto de acordo com o aumento do
tamanho da base de dados. Os resultados também mostraram que o tempo gasto no pro-
cessamento de consultas por abrangéncia € praticamente indiferente ao tamanho da consulta.
Comparado a busca sequencial, o indice Telesto apresentou um ganho de desempenho de até 220
vezes para as consultas por abrangéncia e de até 168 vezes para as consultas por vizinho mais
proximo. Finalizando, apesar de o indice Telesto se apresentar como uma etapa de filtragem
para realizar consultas por similaridade em séries temporais. Sua eficdcia se mostrou capaz de

agilizar técnicas de mineracdo de padrdes em séries temporais.
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Capitulo 5

O Algoritmo TrieMotif

5.1 Consideracoes Iniciais

Neste capitulo serd apresentado o TrieMotif, um novo algoritmo para a descoberta de padroes
frequentes (motifs). O TrieMotif realiza uma selecao de possiveis candidatos a casamento para
cada iteracdo do algoritmo, reduzindo assim a quantidade de cdlculos de distancias realizada.
Para tanto, o TrieMotif indexa todas as subsequéncias de uma série temporal e seleciona os
candidatos através de uma busca por abrangéncia. Adicionalmente, o TrieMotif se mostrou
répido e apresentou um baixo custo em termos de memoria. Este algoritmo serd apresentado
como artigo cientifico completo no ICEIS 2014 [Chino 14]].

O restante deste capitulo estd organizado do seguinte modo. Na Sec¢do [5.3| é apresentado
o algoritmo TrieMotif para a descoberta de padrdes frequentes em séries temporais. Nas Se-
¢oes [5.4]e[5.5] sdo apresentados os resultados experimentais utilizando, respectivamente, dados
sintéticos de passeio aleatério e dados obtidos a partir de imagens de sensores remotos. As

consideracdes finais sdo apresentadas na Sec¢ao 5.6

5.2 O Algoritmo TrieMotif

5.3 O Algoritmo TrieMotif

Como visto no Capitulo 3] o maior custo para um algoritmo de descoberta de motifs se encontra
no excessivo numero de calculos de distancia realizados. Para uma série temporal de tamanho
m, o algoritmo exato (forga bruta) realiza O(m) célculos de distincia para cada iteragdo. Com

esse objetivo, o TrieMotif busca reduzir a quantidade de subsquéncias a ser comparada em
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5. O ALGORITMO TrieMotif

cada iteracdo. Para tanto, define-se um espaco de busca, de modo que contenha apenas as
subsequéncias com um comportamento similar a subsequéncia de consulta, como ilustrado na
Figura[5.1] Desse modo, as subsequéncias comparadas apresentardo uma maior probabilidade
de formarem um casamento e aquelas que apresentarem um comportamento muito discrepante

da subsequéncia de consulta serdo descartadas.

2.5

2
1.5
1
05 r
0

Tempo

Figura 5.1: As subsequéncias presentes na regido destacada apresentam um comportamento
similar a subsequéncia de consulta S,,.

Entretanto, € necessdrio que a selecao de candidatos seja realizada de modo rdpido e efici-
ente. Assim, o TrieMotif utiliza uma estrutura baseada na trie para indexar todos os padrdes
da série temporal. Para realizar a descoberta de motifs, o algoritmo TrieMotif particiona o

problema em trés etapas, como ilustrado na Figura[5.2}

e Azul: Primeiro, todas as subsequéncias sdo extraidas da série temporal e convertidas para

uma representacao simbdlica;

e Vermelho: As subsequéncias sdo indexadas através de uma estrutura trie € uma lista de

possiveis candidatos a casamento é gerada para cada subsequéncia de consulta;

e Verde: Por udltimo, verifica-se no dominio original da série temporal quais candidatos

formam de fato um casamento nio trivial com a subsequéncia de consulta.

Na primeira etapa, todas as subsequéncias S; de tamanho n sdo extraidas através de uma
janela deslizante. Apds a extragao, as subsequéncias sao z-normalizadas e sua dimensionalidade
¢é reduzida para w < n através do algoritmo PAA. O dltimo processo dessa etapa consiste na
transformacdo das subsequéncias para uma representacdo simbolica. Para obter essa represen-
tacdo, divide-se o intervalo de valores da subsequéncia em a caixas e para cada caixa é desig-
nado um simbolo. Em seguida, os valores da subsequéncias sao convertidos para os simbolos
correspondentes a caixa que pertecem. A Figura[5.3]ilustra um exemplo de uma subsequéncia

S de tamanho n = 128 possuindo valores no intervalo [—2,83;1,36] sendo convertida para uma
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Indexacao Gerag;io de
Trie Candidatos

Represéntag:ﬁo i 3 - A
Janela Deslizante Simbdlica Verificagdo no Dominio Original

K-Motifs Frequentes

Figura 5.2: As etapas realizadas pelo TrieMotif para a descoberta de motifs.

representacdo simbolica de caixas utilizando w = 8 e a = 3. Inicialmente, € aplicado o algoritmo
PAA na subsequéncia S (em vermelho), que passa a ser representada por uma série de tamanho
w = 8 (em azul). O intervalo de valores é entdo dividido em a = 3 caixas: A = [-2.83,—1.43),
B =[—1.43,-0.03) e C = [-0.03,1.36]. Cada valor da representacdo PAA é entdo convertido
para o simbolo da caixa correspondente. Ao final do processo, a subsequéncia S € convertida
para a representacao S = ABCBCCCB.

2 T T T T T T T
C_ -~

1F e .
C C

ol m& \B
B

-1 F

20 A ]

3 . . . . . . .

20 0 20 40 60 80 100 120

Tempo

Figura 5.3: Conversdao de uma subsequéncia de tamanho n = 128 para a representagcao
simbdlica de a = 3 caixas de tamanho w = 8.

Com as subsequéncias ja extraidas e convertidas para a representagdo simbdlica de cai-
xas, € dado inicio a segunda etapa do algoritmo TrieMotif. Um dos problemas presentes
no algoritmo de forca bruta é a excessiva quantidade de cdlculos de distancia (verificacdo

de casamentos) entre as subsequéncias. Para cada subsequéncia de consulta S, € necessério
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NN 7 e s [ p
RN W B = |
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5 L TS, =5 ——83 —=—8§,; 5 — 5, ——5 S3 —=—5,
0 2 4 6 8 10 12 14 0 2 4 6 8 10 12 14
Tempo Tempo
(a) Subsequéncias no dominio original (b) Representagdo PAA das subsequéncias e a definicdo
das caixas.

Figura 5.4: As subsequéncias S;, S», S3 e S4 convertidas para as representacdes simbdlica
S1 =AABD, S, = BABD, S35 = ABDA e S4 = DCCA respectivamente, utilizando como parametro
w=4ea=4.

calcular as distancias com todas as subsequéncias da série temporal. Para contornar esse
problema, o algoritmo TrieMotif reduz o ntimero de célculos de distancia através da selecdo
de candidatos com maior probabilidade de formar um casamento. As subsequéncias (j4 em
suas representagdes simbdlicas) sdo indexadas em uma estrutura baseada na trie e a escolha de
candidatos € realizada de modo eficiente através de uma busca por abrangéncia na estrutura trie.

Uma das grandes vantagens de se utilizar uma estrutura de indexag¢do como a trie € a
capacidade de realizar buscas de modo eficiente, ja4 que uma busca exata possui complexidade
linear em relacdo ao tamanho da subsequéncia. Entretanto, a busca exata pode apresentar
problemas para o processo de selecdao de candidatos, visto que € possivel que ocorra o descarte
de candidatos que formam um casamento com a subsequéncia de consulta. Esse descarte ocorre
pois apds o processo de conversdo simbdlica, subsequéncias com comportamentos similares
podem apresentar diferentes representacdes simbdlicas. Por exemplo, considere as subsequén-
cias Sy, S», S3 e S4 de tamanho m = 16 com valores no intervalo [—1,28;1,67| (Figura .
O intervalo de valores serd dividido em a = 4 caixas A = [—1.28;—0.54], B = [—0.54;0.19],
C =1[0.19;0.93] e D = [0.93;1.67] que serdo utilizadas para converter as subsequéncias nas
representacOes simbodlicas S 1 =AABD, Sz = BABD, Sg =ABDAe §4 =DCCA (Figura. As
subsequéncias S| e S; apresentam um comportamento bastante similar e possivelmente formam
um casamento. Entretanto, note que ao serem convertidas para a representacdo simbdlica
de caixas, as subsequéncias passam a ser representadas por cadeias de caracteres diferentes.
Embora S| e S» formem um casamento, suas representacdes simbolicas sao diferentes, logo,
uma busca exata para S nio retornaria a subsequéncia S,, que passaria a ser ignorada na etapa
seguinte do algoritmo. Para contornar esse problema, a busca exata na frie foi modificada para

apresentar um comportamento similar a uma busca em abragéncia.
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5.3. O Algoritmo TrieMotif

Na busca exata, quando o algoritmo de busca processa o j-ésimo elemento de uma sub-
sequéncia SA’Q (ﬁq [7]), apenas o caminho em que o simbolo do né interno da trie (Simboloy,)
for igual ao sfmbolo de S,[] é percorrido, ou seja, apenas se Simboloy, = S,[j]. No algoritmo
de busca por abrangéncia do TrieMotif sdo associados valores numéricos para os simbolos, por
exemplo, A = 1, B =2 e assim por diante. Ent3o, ao invés de percorrer apenas o caminho
em que o simbolo do né interno da trie for igual ao da subsequéncia de consulta, o algoritmo
também percorre os caminhos com os simbolos que apresentam uma diferenca menor que um
certo limiar &, ou seja, |S,[j] — Simboloy,| < &. Por exemplo, se $,[j] =B e § = 1, o algoritmo
percorre os caminhos em que Simboloy, = A, Simboloy, = B ou Simboloy, = C (um acima e
um abaixo).

Percorrer um maior nimero de caminhos pode acarretar em um aumento exponencial do
nimero de nds visitados, portanto, faz-se necessdrio realizar uma poda para que caminhos
desnecessdrios nao sejam percorridos. Como as séries temporais sdo um conjunto de medidas
realizadas ao longo do tempo, os valores medidos em curtos intervalos de tempo tendem a apre-
sentar valores similares. Por exemplo, se em uma dada série temporal um valor € representado
pelo simbolo B, provavelmente o proximo valor estard entre os simbolos A, B ou C. Assim,
pode-se evitar que caminhos desnecessarios sejam percorridos através de uma indexacdo das
representacdes simbolicas de um modo ndo sequencial. No algoritmo TrieMotif, os elementos
sdo indexados intercalando-se entre elementos do inicio e do final da subsequéncia, ou seja,
primeiro € indexado o elemento inicial, em seguida o dltimo, entdo o segundo elemento, o
penultimo e assim por diante. Desse modo, evita-se que caminhos de subsequéncias muito

discrepantes mas com comportamento inicial semelhante sejam percorridos logo no inicio da

busca.
1234
S1 = AABD
S2 = BAEBD
Sz = ABDA S[1]

[a[B[C[D] [A[B[C[D|]  S[4]

(a[B[c[D] [A[B[C[D] [A[B]C[D] [A[B[C|D|]  S[2]

S3 Si1 S2 S4

Figura 5.5: Asrepresentagdes simbolicas sdo indexadas em ordem ndo sequencial para diminuir
a quantidade de caminhos percorridos durante a busca por abrangéncia.

A Figura [5.5]ilustra o modo como o algoritmo TrieMotif indexa as subsequéncias S;, S2,

S3 e S4 da Figura [5.4al No primeiro nivel da trie (vermelho), estdo indexados os caminhos
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correspondentes ao primeiro simbolo de cada subsequéncia. No segundo nivel (verde) estdo
os caminhos para o ultimo simbolo, no terceiro nivel (azul) estdo os caminhos para o segundo
simbolo e no ultimo nivel (amarelo) os caminhos para o terceiro simbolo. J4 na Figura [5.6]é
possivel observar como a busca por abrangéncia do TrieMotif se comporta para encontrar os
candidatos para a subsequéncia de consulta S;. No primeiro nivel, como $; [1] = A, o algoritmo
percorre os caminhos correspondentes aos simbolos A e B, marcados em vermelho. No nivel
seguinte, S [4] = D e séo percorridos os caminhos de C e D. Esse processo € repetido até que
um no folha seja alcancado e entdo as subsequéncias encontradas sdo retornadas. No caso do
exemplo, sdo retornadas as subsequéncias S; e S>. Note também, que os caminhos para as
subsequéncias S3 e S4 ndo sdo percorridos. E importante ressaltar que se caso as subsequéncias
fossem indexadas em ordem sequencial, como ilustrado na Figura essa mesma busca por
abrangéncia também percorreria parte do caminho para a subsequéncia S3, marcado em azul, o

que ndo ocorreu ao se indexar em ordem ndo sequencial.

1234
S1 = AABD
S2 = BABD
Ss = ABDA AlB|c|D| Si[11=A
Ss = DCCA 7z_ — \_\ _____

A[B]C[D] [A[B[c|D] [A[B[C[D| %i[4]1=D

R ZE RN

[a[e]c[D] [alB[c[o] |[ale]c[p] [A[B[CID] 4i21=A

(a[B]c[D] [[a[s]c[p| |[a[B]c]P| [A[B]C[D] %:31=8B

|
S3 S: S2 Sa

Figura 5.6: Através de uma busca na frie, é possivel obter apenas candidatos a casamento,
descartando as subsequéncias com comportamentos diferentes da subsequéncia de consulta.

1234
S1 = AABD
S2 = BABD
S; = ABDA Si[1]1=A
S4+ = DCCA _

[Ale[clo] [ALBICTD] $:f21 =~

Y N -
lalslclp] [a[elcfp] [a[e]c]p] [a[B[C[D] s:A31=B
Ly AR TRy S

[A[E[cID]| [A[e[c[D] [A[E[CID]| [ABIC[D] Si41=D

S1 Ss S2 S

Figura 5.7: Utilizando uma indexacdo em ordem sequencial, o nimero de caminhos percorridos
durante a busca pode aumentar. Diferentemente da indexacdo ndo sequencial, o caminho para a
subsequéncia S3 marcado em azul também € percorrido.
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A ultima etapa do algoritmo, consiste em calcular as distincias para cada subsequéncia de
consulta S, com seus respectivos candidatos a casamento S; obtidos na etapa anterior. Durante
essa etapa, as distancias entre as subsequéncias sao calculadas no dominio original da série tem-
poral. Assim, as subsequéncias que formarem um casamento ndo-trivial, ou seja, D(Sy,S;) <R
e sem sobreposi¢do, sdo relacionadas a subsequéncia de consulta S,, ja as que ndo satisfizerem
essa condicao sao descartadas. Para melhorar a eficiéncia do algoritmo, os cédlculos de distancias
podem ser interrompidos antecipadamente caso a somatéria parcial da distancia seja superior
ao raio de abrangéncia R. Para cada subsequéncia S , € armazenada a quantidade de casamentos
ndo-triviais € suas respectivas posi¢cdes na série temporal. As subsequéncias S, sdo entdo
ordenadas em ordem decrescente de acordo com a quantidade de casamentos nao-triviais. Ao
final do algoritmo TrieMotif, sdo retornados os K-Motifs mais frequentes, tomando as devidas
providencias para que a Defini¢do [3.4] seja satisfeita.

Embora tenha sido apresentado um método de discretizagdo para as subsequéncias, o al-
gortimo TrieMotif também pode ser utilizado com outras representacdes simbdlicas, como
por exemplo a técnica SAX. Nesse caso, e considerando também que a distincia utilizada é
a Euclidiana, é possivel se aproveitar da baixa complexidade da MINDIST e evitar célculos da
distancia no dominio original da série temporal sempre que MINDI ST(§q, §,~) > R, visto que a
MINDIST é um limitante inferior da distancia Euclidiana.

O algoritmo TrieMotif para encontrar os K-Motifs mais frequentes estd ilustrado no Algo-
ritmo [5.1] Primeiro, todas as subsequéncias S; sdo convertidas para uma representagéo simbo-
lica S;. Durante esse processo, as subsequéncias S; também sdo z-normalizadas. Em seguida,
as subsequéncias simbdlicas S; sdo indexadas na estrutra frie. Através da trie é possivel reduzir
o ndmero de distancias calculadas utilizando-se apenas o conjunto Candidatos de possiveis
candidatos a casamento para cada subsequéncia de consulta S’q. Em seguida, verifica-se no
dominio original da série temporal quais subsequéncias S; € Candidatos formam um casamento
ndo-trivial com a subsequéncia de consulta §;. Como ndo € possivel saber previamente quais
subsequéncias serdao os K padrdes mais frequentes, € necessario que todas as subsequéncias se-
jam computadas. As subsequéncias computadas sdo entdo armazenadas em uma lista de motifs
(ListaDeMotifs). Na ultima fase do algoritmo, € também verificado se os K-Motifs mais fre-
quentes satisfazem a Defini¢do[3.4] Essa verificacdo é realizada ordenando-se a ListaDeMotif's
em ordem decrescente pela quantidade de casamentos ndo-triviais, de modo que os motifs mais
frequentes fiquem no comego da lista. Assim, € possivel percorrer a ListaDeMotif's ja ordenada
e sempre que F {1} satisfizer a Defini¢ao F{} & inserido no resultado TopKMoti f, caso
contrério, F{} é descartado. Esse procedimento € repetido até que TopKMotif possua K motifs

ou até que nao existam mais padroes.
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5. O ALGORITMO TrieMotif

Algoritmo 5.1 Algoritmo K-TrieMotif
Entrada: 7,n, R, w, a, 6, K
Saida: Lista dos K-Motifs
. ListaDeMotifs < 0
: para toda Subsequéncia S; de tamanho n de T faca
S,- < ConverterParaSimbolo(S;, w, a)
Inserir S; na estrutura trie de indexacdo
: fim para
: para toda Subsequéncia §q de T faca
Candidatos < ObterCandidatosNaTrie(S’q, 0)
MotifS <+ 0
para toda S; € Candidatos faca
se CasamentoNoTrivial(Sy, Si,R) entdo
Adcionar S; em MotifS
fim se
fim para
Inserir MotifS na ListaDeMotifs
: fim para
: Ordenar ListaDeMotifs por quantidade de casamentos nao-triviais em ordem decrescente
TopKMotifs < 0
k<0
. para toda (F{} € ListaDeMotifs) e (k < K) faca

—_ =
S A R AU B e

O e S S S Oy Sy

20:  se (Distncia(F1}, FUY) <2R), VFU} € TopKMotif entdo
21: Descartar F i}

22:  senao

23: Inserir F{7} em TopKMotif

24: k++

25:  fim se

26: fim para

27: retornar TopKMotif

5.4 Teste de Desempenho

Para validar o algoritmo TrieMotif, foram realizados experimentos com séries temporais geradas
sinteticamente através de dados de passeio aleatério. Para determinar a capacidade do algoritmo
TrieMotif em encontrar motifs, foram implantados motifs de tamanho n = 100 em séries tem-
porais de tamanho m = 1.000 (Figura[5.8). Os motifs foram implantados em quatro posi¢des da
série temporal (32, 287, 568 e 875), como ilustrado na Figura[5.8al Os motifs implantados sdo
variagdes de um mesmo padrdo (Figura [5.8b). Ao executar o algoritmo TrieMotif utilizando
a representacdo simbolica de caixas com os mesmo parametros utilizados para a projecao
aleatéria em [Chiu 03] (n = 100, w = 16, a =4 ¢ 6 = 1), o raio de abrangéncia utilizado foi
R =12,5, o algoritmo foi capaz de encontrar os motifs nas posi¢cdes determinadas com sucesso.

Comprovada a capacidade do algoritmo TrieMotif de localizar motifs, foi realizada uma
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(a) Série temporal de um passeio aleatério com motifs (b) Motifs implantados e suas variagdes.

(azul) implantados.

Figura 5.8: Dados sintéticos de passeio aleatério com motifs implantados nas posicoes
pré-determinadas 32, 287, 568 e 875.

série de experimentos para avaliar seu desempenho. O desempenho do algoritmo TrieMotif foi
avaliado comparando com o desempenho dos algoritmos de forca bruta e de projecdo aleatdria.
Foram procurados por motifs de tamanho n = 100 utilizando a distancia Euclidiana. Tanto
para a projecdo aleatéria quanto para o TrieMotif foram usados os mesmos parametros para
a representacdo simbolica, a =4 e w = 16. Para a projecdo aleatdria foram executadas 100
iteragdes. Para o TrieMotif foram utilizadas tanto a representacdo simbodlica de caixas como
também a técnica SAX com o pardmetro da busca por abrangéncia 6 = 1. O comprimento das
séries temporais foram variadas no intervalo 1.000 < »n < 100.000. Cada conjunto de parametros
foi executado usando 5 diferentes sementes para o passeio aleatério e para cada semente foram
realizadas 5 execugoes, totalizando 25 execucdes. Foram medidos tanto o tempo de execugdo,
como também o consumo méiximo de memoria para cada uma das execucdes. Os valores aqui
apresentados correspondem a média das 25 execucodes. Devido a limitagcdes de tempo, os testes
com séries temporais com tamanhos superiores a 40.000 nio foram executados para o algoritmo
de forga bruta, ja que para tamanhos maiores seriam necessarios dias para rodar a bateria de
testes. Os experimentos foram executados em um servidor HP com dois processadores Intel
Xeon 5600 com 96 GB de memdria primdria utilizando o sistema operacional CentOS Linux
6.2. Todos os algoritmos (TrieMotif, projecdo aleatéria e forca bruta) foram implementados
utilizando a linguangem de programacao C++ considerando apenas memdria primaria.

Na Figura[5.9]estdo ilustrados os resultados obtidos nos dois experimentos. Como esperado,
tanto o algoritmo de projecdo aleatéria quanto o TrieMotif obtiveram uma melhor perfomance
se comparados ao algoritmo de for¢a bruta (Figura [5.9a). Os algoritmos de projegdo aleatéria
e TrieMotif se comportaram de forma similar para séries temporais de tamanho inferior a
10.000. Entretanto, a medida que a série temporal aumenta de tamanho, o TrieMotif apresenta
uma melhor perfomance devido a reducdo do espagco de busca para cada subsequéncia de

consulta. Também € possivel observar que o TrieMotif apresenta uma melhor performance ao
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Figura 5.9: Comparagdes realizadas com os algoritmos TrieMotif, for¢a bruta e projecao
aleatoria.

ser utilizada a técnica SAX. Essa melhora na perfomance ocorre pois ao utilizar a técnica SAX,
o numero de candidatos retornados em uma busca em abragéncia é menor. Como a técnica
SAX utiliza intervalos equiprovéveis de uma distribui¢do normal para a conversdao simbdlica,
alguns simbolos apresentam um menor intervalo de valores, diminuindo assim o espagco de
busca de candidatos, por exemplo, os intervalos para valores proximos de 0 sdo menores do
que os intervalos para valores com médulo maior (Figura [2.7). Na Figura € possivel
observar que o TrieMotif também apresentou um menor consumo de memoria em relagdo a
projecdo aleatdria, visto que, para séries temporais de tamanho m, essa necessita de um espaco
em memoéria de pelo menos m? para a matriz de colisio. O TrieMotif requereu até 10 vezes

menos memoria do que a projecao aleatoria.

n || 50 | 100 | 150 | 200 | 250 | 300 | 350 | 400 | 450 | 500
wi 8| 16 | 25 | 33 | 41 | 50 | 58 | 66 | 75 | 83

Tabela 5.1: Tamanho n dos motifs procurados na trie e os respectivos tamanhos w utilizados
para as representagdes simbolicas. Foi utilizada uma razdo de 6 entre n e w para definir o
tamanho da representacdo simbdlica.

Também foram realizados experimentos para verificar a capacidade de reducdo do nimero
de caminhos percorridos na busca por abrangéncia ao se alterar a ordem de indexagdo das
represetancdes simbdlicas. Para esse experimento, foi computado o nimero de nds visitados
para cada consulta realizada na trie variando o tamanho dos motifs. O tamanho n dos motifs
e o tamanho w das representacdes simboélicas variaram de acordo com os valores presentes
na Tabela [5.1] Além disso, foi utilizada a representagdo simbdlica de caixas com a =4. O
algoritmo TrieMotif foi executado para as séries temporais de tamanho m = 10.000, utilizando o
passeio aleatdrio com cinco sementes diferentes. Para cada tamanho de consulta, foi registrada a

média do nimero de nés visitados. Os resultados obtidos podem ser observados na Figura[5.10]
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Ao indexar as representacdes simbodlicas em uma ordem nao sequencial houve uma redugdo no
nimero médio de nds visitados por consulta. Para as consultas de tamanho w = 50 houve uma
reducdo de até 14.78%.

30 T T .

Seqﬁencia{l
55 Nao Sequencial /.//
. o
) s
. -
: //
0 . . . . . . . .

0 10 20 30 40 50 60 70 80 90
Tamanho da Consulta

Numero de Nés Visitados (x1000)

Figura 5.10: Numero médio de nds visitados por consulta utilizando indexa¢do sequencial e
ndo sequencial.

5.5 Aplicacao em Imagens de Satélite

O algoritmo TrieMotif também foi analisado em dados de aplicacdes reais. Foram utilizadas
séries temporais obtidas a partir de imagens dos satélites AVHRR/NOAA'. As imagens corres-
pondem a leitura mensal do NDVI?, que indica o vigor vegetativo do solo, sendo fortemente
relacionado com a biomassa. Foram utilizadas imagens da regido do estado de Sdo Paulo
correspondentes ao perido de abril de 2001 a marco de 2010. A partir das imagens foram
extraidas 174.034 séries temporais de NDVI de tamanho 108. Cada série temporal corresponde
a um par de coordenadas de latitude e longitude (pixel da imagem) do estado de Sdo Paulo, com
exce¢do da regido litoranea.

Para que o algoritmo TrieMotif possa trabalhar com uma base de dados de séries temporais,
foram necessdrios realizar alguns ajustes. Como o TrieMotif utiliza como entrada uma tnica
série temporal, todas as séries temporais da base de dados foram concatenadas para que fosse
obtida uma tnica série. E importante ressaltar que foram tomados os devidos cuidados para
que no processo de extracdo de subsequéncias ndo fossem criadas subsequéncias espurias, isto
¢, formadas por duas séries temporais (partes do final de uma série e inicio de outra). Como o
estado de Sao Paulo € um dos maiores produtores de cana-de-acticar do pais, foram procurados

motifs de tamanho n = 12, que correspondem ao ciclo anual da safra de cana-de-actiicar. O

LAdvanced Very High Resolution Radiometer/National Oceanic and Atmospheric Administration
ZNormalized Difference Vegetation Index
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TrieMotif foi executado utilizando a representacdo simbodlica de caixas com os parametros
R=1,5w=4,a=4¢e 6 =1. Os experimentos foram executados na mesma infraestrutura

computacional utilizada para os experimentos com dados sintéticos.
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Figura 5.11: Os 4-Motif mais frequentes utilizando toda a drea do estado de Sao Paulo.

Os centros de consulta dos 4-Motifs mais frequentes obtidos estdo ilustrados na Figura[5.11]
Para que os especialistas pudessem realizar uma andlise semantica dos resultados obtidos, as
séries temporais se encontram no dominio original dos dados, ou seja, ndo estdo z-normalizadas.
Como esperado, os dois padrdes mais frequentes (Figura e [5.11b) se assemelham ao
comportamento do ciclo da safra de cana-de-acucar, com valores de NDVI elevados no més de
abril e baixos no més de outubro. Esse comportamento ocorre pois no periodo de abril as safras
de cana-de-acucar se encontram em sua capacidade mixima, apresentando entao altos valores
de NDVI. Entre os meses de abril e outubro, € realizada a colheita da cana-de-agucar, o que
acarreta na redugdo gradual dos valores de NDVI, até alcancar os menores indices no més de
outubro, periodo em que o solo estd exposto. Como a safra € replantada no periodo entre outubro
e abril, os valores de NDVI se elevam até que o ciclo seja reiniciado em abril. Porém, esses
padrdes foram encontrados em praticamente todas as posicdes geograficas do estado de Sao
Paulo, tornando o resultado obtido inconsistente. Para contornar esse problema, o estado de Sdo
Paulo foi dividido em 5 regides de interesse (Figura[5.12). As regides de interesse foram obtidas
através de técnicas de agrupamento, sendo em seguida analisadas por especialistas na drea de
agrometeorologia e sensoriamento remoto. De acordo com os especialistas, a regido 1 apresenta

regides urbanas e dgua, as regides 2 e 3 apresentam pastagem e uma mistura de culturas (com
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excecdo da cana-de-acucar), a regido 4 apresenta dreas de cultivo da cana-de-acticar e por
tltimo, a regido 5 apresenta regides florestais. Na Tabela[5.2]estd apresentada uma sumarizagdo

de cada regido de interesse como também quantidade de séries temporais para cada regido.

-19.5¢

Latitude

-535 -53 -525 -52 -515 -51 -505 -50 -495 -49 -485 -48 -475 -47 -465 -46 -455 -45 -445 -44

Longitude

Figura 5.12: O estado de Sao Paulo foi dividido em 5 regides de interesse. A regido 1 (roxo)
corresponde a dgua e dreas urbanas, as regides 2 e 3 (azul e verde respectivamente) a pastagem
e misto de culturas, a regido 4 (amarelo) apresenta dreas de cultivo de cana-de-agicar e a regiao
5 a florestas.

’ Regido \ Cor \ # de Séries Temporais \ Apresenta
1 Roxo 2.804 Agua e Regidao Urbana
2 Azul 55.815 Pastagem e
3 Verde 50.785 Mistura de Culturas
4 Amarelo 48.301 Cultura de Cana-de-acucar
5 Vermelho 16.329 Floresta

Tabela 5.2: Regides de interesse segundo os especialistas em agrometeorologia e sensoriamento
remoto.

Nas Figuras[5.13}[5.14][5.13| [5.16]e[5.17|estdo ilustrados os centros de consulta dos 4-Motifs

mais frequentes para cada regido de interesse. Novamente, as sé€ries temporais se encontram no
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Figura 5.13:
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Figura 5.14: Os 4-Motif mais frequentes para a regido de interesse 2 (Pastagem e Mistura de

Culturas).

dominio original dos dados. O 1-Motif encontrado na regido 1 (Figura apresenta um

padrdo com valores baixos € uma variacdo pequena, esse comportamento corresponde, segundo
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Figura 5.15: Os 4-Motif mais frequentes para a regido de interesse 3 (Pastagem e Mistura de

Culturas).
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Figura 5.16:  Os 4-Motif mais frequentes para a regido de interesse 4 (Cultura de

Cana-de-agucar).

63



5. O ALGORITMO TrieMotif

0.8 —— 0.8
0.6 0.6
2 04 2 04
Z Z
0.2 0.2
Jun Ago Out Dez Fev Abr Jan Mar Mai Jul Set Nov
Tempo Tempo
(a) 1-Motif (b) 2-Motif
0.8 —— 0.8
0.6 0.6
2 04 2 04
4 Z
0.2 0.2
Out Dez Fev Abr Jun Ago Jan Mar Mai Jul Set Nov
Tempo Tempo
(¢) 3-Motif (d) 4-Motif

Figura 5.17: Os 4-Motif mais frequentes para a regido de interesse 5 (Regides de Floresta).

os especialistas, a dreas urbanas, ja que os valores baixos de NDVI indicam a presenca de solo
com pouca vegetagdo. Jd os outros motifs encontrados na regido 1 (Figuras [5.13b] e
[5.13d)) apresentam um padrdo correspondente a d4gua, um comportamento nao definido. Como
era esperado, os padrdes encontrados nas regides 2 e 3 (Figuras [5.14] e [5.15]) apresentam altos
valores de NDVI com uma alta variacdo, indicando a presenca de dreas agricolas, vegetacao
rasteira e dreas de solo exposto. Os 3-Motifs mais frequentes da regido 4 (Figuras [5.164]
[5.16b] e foram facilmente reconhecidos pelos especialistas como o ciclo da safra de
cana-de-acucar. Os padrdes encontrados na Figura apresentam altos valores de NDVI
e pouca variacdo ao longo do ano, o que representa um comportamento esperado para dreas
florestais, onde o NDVI acompanha as varia¢des de temperatura da regido.

O TrieMotif também obteve resultados interessantes ao encontrar padrdes que nao eram
esperados pelos especialistas. De acordo com os especialistas, para algumas regides o 4-Motif
encontrado ndo corresponde ao padrao esperado. O 4-Motif encontrado nas regides 2 e 3
(Figuras e respectivamente) indicam a presenca de cana-de-agucar, ja o 4-Motif
encontrado na regido 4 (Figura [5.16d) ndo se assemelha ao ciclo da safra de cana-de-agtcar.
Esses resultados indicam que hé a necessidade de inspencionar as dreas en que esses padroes
ocorreram, para assim determinar os fatores que acarretaram nessa discrepancia de comporta-

mento.
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5.6 Consideracoes Finais

A descoberta de padrdes € uma atividade de extrema relevancia para a mineraciao de dados em
séries temporais, pois € possivel determinar o comportamento que antecede a ocorréncia de
eventos extremos. Por exemplo, a partir de dados de clima e de agrometeorologia é possivel
realizar previsdes de produgdes agricolas a partir de variagdes na temperatura e quantidade
de precipitacdo. Atualmente existe uma ampla rede de sensores para a captura de dados,
como estacdes de monitoramento de clima, como também sensores remotos/satélites para a
deteccao de atividades na superficie terrestre. Entretanto, a grande quantidade e a diversidade
dos dados coletados torna a descoberta de padrdes capazes de auxiliar nessas andlises, que sao
bastante complexas. Nesse contexto, € muito importante a descoberta de mecanismos rapidos e
poderosos para auxiliar na andlise desse tipo de dado.

Nesse capitulo foi apresentado o algoritmo TrieMotif destinado a descoberta de padrdes
frequentes em uma série temporal. O TrieMotif se aproveita de técnicas de reducao da dimen-
sionalidade dos dados para aumentar a velocidade das comparacdes entre as subsequéncias.
As subsequéncias sdo indexadas em uma estrutura trie e € adotada uma heuristica para uma
busca por similaridade para descartar de antemao as subsequéncias que ndo sdo de interesse
para o resultado final. Desse modo, o TrieMotif € capaz de selecionar apenas as subsequéncias
candidatas que apresentem uma alta probabilidade de formarem um casamento.

Os resultados experimentais obtidos a partir dos dados sintéticos e reais mostraram que o
TrieMotif foi capaz de aumentar a velocidade da descoberta de motifs em até 3 vezes comparado
ao estado da arte (projecdo aleatéria). Além do melhor desempenho, o TrieMotif também
requereu uma menor quantidade de memoria, chegando a até 10 vezes menos memoria do
que a projecdo aleatéria. Os resultados obtidos a partir dos dados agrometeoroldgicos anali-
sados pelos especialistas se mostraram corretos, podendo auxiliar em suas atividades para o

processamento de dados climaticos.
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Capitulo 6

Conclusoes

6.1 Consideracoes Finais

Esta dissertacao de mestrado visou contribuir com algoritmos e técnicas de mineracao de séries
temporais considerando as restricdes impostas em grandes bases de dados. Ou seja buscou
desenvolver algoritmos de complexidade linear (escaldveis), que permitissem discretizar, in-
dexar e encontrar padrdes frequentes em séries temporais para suportar consultas usualmente
demandadas pelos especialistas da drea de agrometeorologia e climatologia.

Os algoritmos foram testados tanto com dados sintéticos quanto com dados reais dos domi-
nios de agrometeorologia e climatologia, apresentando resultados bastante promissores, como

puderam ser observados nos Capitulos 4 e [3]

6.2 Principais Contribuicoes

Este projeto de mestrado apresentou duas contribui¢des principais. A primeira contribui¢ao
consistiu no indice Telesto para realizar consultas por similaridade em séries temporais. O
Telesto utiliza como base as técnicas de representacdo simbdlica de séries temporais para se
aproveitar da alta velocidade das consultas por subcadeias de uma arvore de sufixo. Foram
propostas modificagdes nos algoritmos de busca da arvore de sufixo generalizada para que fosse
possivel utilizd-la em consultas por similaridade de séries temporais convertidas em represen-
tacdo simbdlica. Experimentos mostraram que o indice 7elesto obteve 6timo desempenho, rea-
lizando as consultas por similaridade em complexidade linear com o tamanho da base de séries
temporais e realizando consultas em abrangéncia indiferente ao tamanho da cadeia de consulta.

Os resultados obtidos com o indice 7elesto foram publicados no Journal of Information and
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Data Management, volume 3, ndmero 2 de junho de 2012 [Chino 12].

A segunda contribuicao deste trabalho foi o algoritmo TrieMotif para a descoberta de pa-
droes frequentes em séries temporais. O TrieMotif converte as subsequéncias de uma série
temporal e as indexa em uma estrutura baseada na frie. Através da trie, o algoritmo rea-
liza a selecdo de candidatos a motif, reduzindo assim a quantidade de célculos realizados no
dominio original da série temporal. Experimentos mostraram que o algoritmo TrieMotif €
capaz de encontrar os k-motifs mais frequentes, apresentando um desempenho superior a um
dos principais algoritmos para essa tarefa. Ao ser aplicado em dados reais obtidos através de
imagens de satélite, o TrieMotif foi capaz de encontrar os padrdes mais frequentes esperados
pelos especialistas em agrometeorologia. O TrieMotif também mostrou a existéncia de padroes
inesperados em certas regides, indicando a necessidade de uma andlise mais profunda pelos
especialistas. Os resultados obtidos com o TrieMotif foram submetidos & 16/ International
Conference on Enterprise Information Systems (ICEIS 2014) sendo aceito para publicacio
[Chino 14]].

No contexto mais geral desta pesquisa, visando suporta-la com ferramentas e algoritmos que
envolveram de modo mais proximo o usudrio em suas andlises utilizando dispositivos de inte-
racdo inovadores, foram também desenvolvidos mecanismos de interacdo sobre a plataforma

Kinect da Microsoft, que geraram os artigos:

e Romani, Luciana A.S.; Chino, Daniel Y. T.; Avalhais, Letricia P. S.; Oliveira, Willian D.;
Gongalves, Renata R. V.; Traina Jr., Caetano; Traina, Agma J. M. - "Involving users in
the gestural language definition process for the NInA framework", Brazilian Symposium
on Human Factors in Computer Systems (IHC 2013) short paper, pp. 280-283, 8-11 de
outubro de 2013, Manaus, Brazil.

e Chino, Daniel Y. T.; Romani, Luciana A.S.; Avalhais, Letricia P. S.; Oliveira, Willian
D.; Gongalves, Renata R. V.; Traina Jr., Caetano; Traina, Agma J. M. - "The NInA
Framework: Using Gesture to Improve Interaction and Collaboration in Geographical

Information Systems", 15th International Conference on Enterprise Information Systems
(ICEIS 2013), pp. 58-66, 4-7 de julho 2013, Angers Loire Valley, France.

6.3 Trabalhos Futuros

H4 diversas vertentes de trabalhos futuros que poderdo ser realizados como continu¢ido da

pesquisa desenvolvida nesta dissertacao. Entre elas pode-se citar:
e Aprimoramento de fun¢do de distncia para comparagdo das séries temporais.

e Desenvolvimento de algoritmos de agrupamento, utilizando como base tanto a série tem-

poral completa quanto os motifs delas obtidos.
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Criagdo de “diciondrios de palavras” que descrevam as séries, utilizando os motifs extrai-

dos das séries.

Anélise do algoritmos em séries temporais provenientes de outras regides do Brasil como
também da América do Sul. Além de explorar dados obtidos através de diferentes senso-

res.
Andlise dos algoritmos em outros contextos de utilizacdo de séries temporais.

Agilizar o algoritmo TrieMotif utilizando propriedades da frie para selecionar primeiro
os centros de consulta com maior probabilidade de ser um motif. Evitando assim célculos

desnecessdrios da funcio de distancia no dominio original da série temporal.

Investigar métodos para determinar automaticamente o raio de abrangéncia para a desco-

berta de motifs frequentes, evitando assim sua passagem como parametro.
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