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Resumo

O agrupamento visual de dados € uma abordagem que integra conceitos de visualizagio de
informagio ¢ de aprendizado de médquina, especificamente por agrupamento, em um Unico al-
goritmo. [sso permite aproveitar a capacidade dos seres humanos para tomar decisdes baseados
em conhecimento cspecifico de dominio, bem como a capacidade dos computadores para regis-
trar, armazenar, manipular, e recuperar dados.

Este trabalho apresenta a pesquisa realizada nessa linha, a qual tratou problemas especificos
presentes nos métodos de agrupamento visual de dados. O principal problema em estudo foi a
escalabilidade de algoritmos de agrupamento visual bascados em densidade, propondo meios
para acelerar os processos de cilculo de proje¢des e de estimativa de densidade cnvolvidos
neles.

Como resultado € apresentado o algoritmo HC-Enhanced, que possui desempenho bastante
superior ao algoritmo HC-Cooperative no qual é baseado, além de um dispositivo de melhoria
do agrupamento.
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Abstract

Visual clustering is an approach that integrates concepts from information visualization and ma-
chine learning, specifically clustering, in a single algorithm. This allows combine the capability
of humans beings to make decisions based on their domain knowledge, and the capability of the
computers for registering, storing, manipulating, and retrieving data.

This work presents the research done on this line, which involved treating specific prob-
lems visual clustering approaches present. The main problem studied was the scalability of
density-based visual clustering algorithms, proposing means for accelerating the projection and
density estimation processes involved in them.

As a result it is presented the algorithm HC-Enhanced, whose performance is considerably
improved compared to the algorithm HC-Cooperative on which it is based, as well as a compo-
nent for clustering quality improvement.



CAPITULO

1

Introducao

1.1 Consideracdes Iniciais

A extragiio de conhecimento relevante a partir de bancos de dados tem se tornado uma tarefa ex-
tremamente dificil devido & enorme quantidade de dados multidimensionais disponiveis como
resultado do avango nas tecnologias de coleta e armazenamento. Os dados coletados e acu-
mulados diariamente contém conhecimento implicito potencialmente util que dificilmente €

descoberto através de inspeg¢do manual.

Os algoritmos de aprendizado de mdquina apoiam na tarefa de extragdo desse conheci-
mento, permitindo a descoberta automdtica de estruturas relevantes (modelos ou padrdes) ocul-
tas nos dados originais. Diferentes algoritmos de aprendizado de maquina utilizam diferentes
abordagens para tornar os dados compreensiveis ¢ fornecer um conjunto mais rico de infor-
magdo agregada. Seu uso varia de aplicagio a aplicagdo e depende da saida requerida e do
conhecimento a ser descoberto. Existem algoritmos de aprendizado de maquina para agrupa-
mento, para previsao numérica e para extrair regras de associagdo e de classificagio (Witten e
Frank, 1999).

As regras de classifica¢do permitem classificar as instdncias de um banco de dados em um
conjunto de classes predefinidas. Para isso, um processo de treinamento deve ser realizado,
no qual um conjunto de instiincias de treinamento € utilizado para construir as cstruturas de
classificacido (Witten e Frank, 1999). Tais cstruturas sdo geradas a partir dos valores dos atribu-
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tos (incluindo o atributo que indica a classe a qual pertence a instancia), inferindo as regras que

serdo usadas para encontrar o valor desconhecido da classe de novas instancias.

As regras de associagdo sio uma generalizagdo das regras de classificagfio. A principal
diferenga ¢ que o valor de qualquer atributo pode ser previsto depois da fase de treinamento.
Ao contrério das regras de classificagido, geralmente o processo de treinamento nfio possui um
atributo alvo a ser previsto. O processo de extragio de regras de associagiio pode elucidar
relagOes ocultas entre a ocorréncia de diferentes atributos ¢ fornecer regras que cumprem certos
niveis de confianca ¢ suporte (Witten e Frank, 1999). O suporte é o nimero de instancias que
cumprem as pré-condi¢des da regra ¢ a confian¢a ¢ o nimero de instincias que cumprem as
pré-condigdes e as pds-condigdes. Essas métricas fornecem uma estimativa da relevincia das

associagdes descobertas.

A previsdo numérica uliliza regressdo linear (Witten ¢ Frank, 1999) para prever valores
de atributos numéricos de instancias pertencentes a um conjunto de dados. Assim como nas
regras de classifica¢iio e de associagiio, um conjunto de treinamento € utilizado para construir a

estrutura de conhecimento para posterior andlise e aplicagdo em novas instancias.

Finalmente, o objetivo dos algoritmos de agrupamento de dados ¢ identificar grupos signi-
ficativos de objctos similares. O resultado desse processo consisie de duas partes. Primeiro, os
grupos por si préprios fornecem uma idéia da distribuigio das instancias. Segundo, informagio
relativa a cada grupo, por exemplo seu centréide !, pode ser usada para posterior classificagio
de novas instancias.

Os processos de agrupamento baseiam-se em uma funcio distdncia para medir o grau de
similaridade entre as instincias. Portanto, definir a fungio distancia € uma parte importante do
processo de agrupamento na qual o conhecimento especifico sobre o dominio tem um papel
relevante (Berkhin, 2002).

Na mineragdo visual de dados, ou mineragdo visual, os algoritmos de aprendizado de
méquina sdo assistidos por téenicas de visualizagdo de informagdo (ver Capitulo 3) segundo
trés abordagens que pretendem apoiar: (1) a interpretagiio da estrutura dos dados originais, (2)
a interpretag@o dos resultados da mineragio de dados ou (3) a intervengiio do usudrio durante

estdgios intermedidrios do processo de mineragio (Ankerst, 2001).

Existe uma consideridve] quantidade de trabalhos relacionados com a primeira dessas abor-
dagens. Como consequiéncia disso, Keim (Keim, 2002) propds uma categorizagio das técnicas
de mineragio visual de dados pertencentes a ela, baseada no tipo de dado a ser visualizado, na

técnica de visualizago e nas técnicas de interagio e distor¢do utilizadas °.

'0 centréide de um grupo €, geralmente, a média aritmética das instdncias que pertencem a ele.
2 As téenicas de interagiio e distorgio permitem aos usudrios interagir diretamente com a visualizagio e modi-
ficar a cena.
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A segunda abordagem utiliza técnicas de visualizagéo de informagiio para apresentar os re-
sultados finais dos algoritmos de mineragdo. O papel dos algoritmos de visualizagiio é relegado
ao final do processo, cxistindo pouco acoplamento com os algoritmos de mineragio. Pode-se
pensar nessa abordagem como sendo um pipeline com as saidas do processo de mineragio
constituindo as entradas do processo de visualizag@o.

A dltima dessas abordagens ap6ia uma interagdo ciclica entre o usudrio e o computador, per-
mitindo ao usudério controlar pardmetros ao longo do processo e tomar decisdes que geralmente
siio controladas algoritmicamente utilizando algum tipo de heuristica (Wong, 1999). Isso € feito
para aproveitar a capacidade dos seres humanos para tomar decisoes baseados em conhecimento

especifico do dominio, bem como a capacidade de processamento dos computadores.

Recentemente, uma grande quantidade de pesquisa tem sido dirigida a técnicas pertencentes
a cssa ultima abordagem, na qual sc insere este trabalho. Além de fornecer um meio efetivo de
intcragdo com o usudrio, essas técnicas devem lidar com o problema do tamanho ¢ da dimen-

sionalidade (i.c., o nimero dc atributos) dos conjuntos de dados disponiveis atualmente.

Este trabalho apresenta, num primeiro momento, o estado da arte dos algoritmos de agru-
pamento e das abordagens visuais para apoiar o processo de agrupamento ¢ visualizar seus
resultados. Serd apresentada, logo depois, a pesquisa realizada para contribuir na solugio dos
problemas de escalabilidade das técnicas de agrupamento visual bascadas em densidade, assim

como mecanismos para melhorar os resultados do agrupamento realizado com tais técnicas.

1.2 Motivacio e Objetivos

O agrupamento de dados é uma drea aberta e controversa pois a definigdo do que scria um
bom agrupamento depende da aplicagiio ¢ contexto para o qual o agrupamento ¢ realizado. As
varidveis e critérios usados para agrupar as instancias mudam segundo a aplicagdo, sendo que
um agrupamento pode ser considerado bom para uma aplicagdo e ruim para outra. Devido a esse
fato, é sempre necessdrio utilizar o conhecimento do dominio do usudrio para assegurar que o

agrupamento esteja de acordo com as necessidades cspecificas da aplicagdo em consideragao.

E nesse ponto que o agrupamento visual de dados entra em cena, permitindo ao usudrio
tomar decisdes que sdo algoritmicamente custosas, ou mesmo impossiveis sem intervengao
humana. Isso é feito através da utilizag@o dc técnicas de visualizagdo durante o agrupamento,

de forma que a intervengiio humana seja permitida ao longo de todo o processo.

Por outro lado, explorar grandes volumes de dados multidimensionais € uma grande neces-
sidade na atualidade. Alguns cxemplos reais de grandes conjuntos de dados multidimensionais

sfio: bancos de dados de bioinformatica, bancos de dados de transagdes em comércio eletronico
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e bancos de dados de transagdes bancérias. As técnicas de agrupamento tém a capacidade de
apoiar a descoberta de conhecimento sobre esses dados. Porém, o fato desses conjuntos de
dados serem multidimensionais gera um problema conhecido como a “maldicao da alta di-
mensionalidade”, o qual refere-se a incapacidade de realizar um agrupamento significativo em
conjuntos de dados que possuem muitos atributos. Para resolver ¢ssc problema, existem vdrias
abordagens que utilizam diferentes algoritmos de projegao para reduzir a dimensionalidade dos
dados de forma que seja possivel aplicar algoritmos de agrupamento espacial conhecidos, bem
como para permitir a validagéo e especificagio visual dos grupos por parte do usudrio (Aggar-
wal, 2002; Aggarwal ¢ Yu, 2000; Aggarwal, 2001; Hinneburg ¢ Keim, 1998; Hinneburg et al.,
1999; Ribarsky et al., 1999; Xu et al., 1998).

Projecdes gerais® ¢ selecao de caracteristicas* (Witten e Frank, 1999) poderiam ser usadas
para ajudar a cncontrar grupos em bancos de dados multidimensionais. Porém, nem sempre sio
adequadas, devido ao fato de que algumas das caracteristicas importantes dos dados podem ser

perdidas (Aggarwal e Yu, 2000), como ilustrado na Figura 1.1.

Porém, em algumas situacdes € melhor procurar grupos em espagos projctados de baixa
dimensido do que tentar encontri-los no espago multidimensional original (Aggarwal, 2002).
Adicionalmente, algumas instancias podem se agrupar bem em um espago projetado, enquanto
que outras agrupam-se bem em outro espaco projetado como mostrado na Figura 1.1 (Aggarwal
e Yu, 2000).

Ciente desses fatos, Aggarwal (Aggarwal, 2001) adotou uma abordagem interativa na qual
procuram-se os grupos em diferentes projegoes bidimensionais do conjunto de dados. O algo-
ritmo comeca escolhendo um conjunto de pontos aleatérios, denominados dncoras. A partir de-
les constréi grupos formados pelos k-vizinhos mais proximos a cada ancora. Uma vez formados
os grupos, o algoritmo tenta identificar o subespaco bidimensional que minimize o momento®
total dos pontos pertencentes a eles. Depois de que tal proje¢do foi encontrada, calcula uma

estimativa da densidade do conjunto de pontos .

Uma vez calculada a estimativa de densidade, ela é mapeada em um heigthmap ou colormap
(ver Se¢do 3.2) de modo que o usudrio possa especificar os grupos interativamente estabele-

cendo um nivel de ruido. O nivel de ruido indica quio denso deve ser um conjunto de pontos

3Uma projecdo geral é uma projegio sobre uma base ortonormal de dimensdo menor do que a do espago
original.

*A selecdo de caracteristicas é um processo, geralmente manual, durante o qual escolhe-se um nimero re-
duzido de atributos representativos pertencentes as instincias do conjunto de dados.

50 momento € uma métrica que define quio esparso € o grupo. Uma defini¢io formal € apresentada na Segdo
3.3

SInformalmente, a densidade de um conjunto de dados espacial ¢ a quantidade de pontos (instincias) por
unidade espacial. Tat densidade ndo é constante ao longo do dominio espacial, mas varia de acordo com a dis-
tribui¢io das instancias. Uma definigio formal de estimativa de densidade é apresentada na Segio 3.3.
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Figura 1.1: Tlustracdo de um agrupamento projctado nos planos (a)(c) XY e (b)(d) XZ dos
conjuntos P, ¢ 11,5. Note-se que na projegdo (a) o conjunto £ ndo forma um grupo bem
definido enquanto o conjunto ¢ nio forma um grupo bem definido na projecio (b). Os conjuntos
1R ¢ S ndo formam bons grupos em nenhuma das proje¢des. As setas indicam as dire¢des nas
quais cada conjunto deveria ser projetado para ser percebido como um grupo (Aggarwal e Yu,
2000). Em cada um desses casos pode se constatar que caracteristicas importantes que definem
0s grupos sdo perdidas nas proje¢des em que 0s conjuntos ndo sdo percebidos como grupos bem
definidos.

agrupados para de fato ser considerado um grupo. Dessa forma, diferentes niveis de ruido po-
dem ser testados para assegurar um bom agrupamento. Finalmente, os grupos sio classificados

segundo o nlimero de vezes que aparccem nas projegoes.

Hinneburg er al. (Hinneburg et al., 1999) adotaram uma abordagem similar. As diferengas
em relagdo i abordagem de Aggarwal s@o duas: (1) utiliza-se uma tnica projecdo, obtida com
um refinamento e cruzamento iterativo de um conjunto de proje¢des iniciais €m um processo
dirigido pelo usudrio; e (2) os grupos sao especificados pelo usudrio utilizando separadores
(ver Segdio 3.3), ao invés de ser encontrados algoritmicamente. O processo envolve o cdlculo da
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estimativa de densidade para o conjunto inicial de projegGes a partir das quais serd encontrada
a proje¢do final (a melhor intuitivamente).

Essas duas abordagens ndo sio escaldveis a grandes conjuntos de dados devido ao enorme
tempo de processamento gasto na determinagéio das projegdes € no calculo da estimativa de
densidade.

Porém, sdo caracteristicas importantes do agrupamento baseado em densidade: (1) permitir
a criagdo de grupos de formatos arbitrdrios em conjuntos de dados espaciais, € (2) permitir
um mapcamento dircto da densidade estimada da proje¢do bidimensional em um colormap ou
heightmap para apresentar uma visualizagio da distribuigiio das instancias, permitindo dessa
forma uma especificagiio dos grupos dirigida pelo usudrio. Tais caracteristicas, ¢ o fato de que a
densidade € preservada nas translormagtes de redugiio da dimenséo (sendo igual ou maior a do
espago original), sdo as razoes pelas quais concentramos a pesquisa realizada nas abordagens

de agrupamento visual baseado em densidade.

O problema de construir um algoritmo para agrupamento cooperativo usudrio-computador
aplicdvel a grandes conjuntos de dados pode ser sumarizado cm trés grandes tépicos: (1) permi-
tir a determinaciio de grupos em multiplas projecdes; (2) preservar as caracteristicas dos pontos
de dados nos subespacos projetados bidimensionais; e (3) fazer o algoritmo escaldvel. Esse ul-
timo requerimento implica em desenvolver um mecanismo para reduzir a quantidade de tempo
e memoria gastos em encontrar as n. projecdes, em calcular a cstimativa de densidade e em

construir os grupos a partir das respostas do usudrio armazenadas durante o processo.

Portanto, o objetivo da pesquisa apresentada neste trabalho foi propor uma estratégia visando
melhorar a escalabilidade dos algoritmos de agrupamento visual bascados em densidade, assim
como desenvolver mecanismos para melhorar seus resultados quando os grupos se encontram
muito préximos entre si. O algoritmo resultante desse esfor¢o, denominado HC-Enhanced, €
uma melhoria do algoritmo //C-Cooperative no qual € bascado, cm termos de desempenho ¢ de

qualidade dos grupos resultantes.

1.3 Organizacao do Trabalho

O restante deste documento é organizado da seguinte forma: o Capitulo 2 € dedicado a apre-
sentar conceitos de mineragio de dados e os algoritmos de agrupamento mais relevantes; no
Capitulo 3 apresentam-se técnicas de visualizagio de informagdo para mineragdo visual de da-
dos, assim como trabalhos existentes em minerago visual, com forte énfase em agrupamento

visual; no Capitulo 4, apresentamos um algoritmo de agrupamento visual baseado em densidade
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aplicavel a grandes conjuntos de dados baseado no algoritmo I{/C-Cooperative apresentado no

Capitulo 3; e finalmente, no Capitulo 5, apresentamos as conclusdes ¢ trabalhos futuros.



CAPITULO

2

Mineracao de Dados: Agrupamento

2.1 Consideracoes Iniciais

A crescente capacidade das tecnologias de coleta ¢ armazenamento de dados gera uma enorme
quantidade de informacao dificil de explorar manualmente. Esses dados contém relagoes e
estruturas potencialmente dteis que permitiriam uma melhor compreensdo do fenémeno que os
originou (M.-S. Chen, 1996). Nesse contexto aparecc a mineragdo de dados, a qual ¢ definida
como um processo de extragdo de informagdo implicita ndo trivial, previamente desconhecida

e potencialmente atil, contida em bancos de dados (Piatctsky-Shapiro ¢ Frawley. 1991).

A mineragdo de dados ¢ a descoberta de conhecimento em hancos de dados sio dreas
em rapida evolugiio e que constituem a intersec¢@o de vdrias disciplinas como estatistica, in-
teligéncia artificial, bancos de dados, visualizagao, e computagdo de alto desempenho e paralela
(Fayyad, 1998).

Fayyad er al. (Fayyad ct al., 1996) definem os termos descoberta de conhecimento em

bancos de dados e mincragdo de dados como segue.

“Descoberta de Conhecimento em Bancos de Dados é o processo de identificar estruturas
vilidas, novas, potencialmente uteis e compreensiveis, nos dados. Os dados siio um conjunto
de fatos (casos em um banco de dados) ¢ o termo estrutura se refere a padrdes ou modelos. Um

padriio ¢ uma expressiio representando uma descri¢do de um subconjunto do banco de dados.
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Um modelo ¢ uma representagio da fonte que gera os dados. O termo processo implica que a
descoberta de conhecimento em bancos de dados € formada por passos (Figura 2.1): preparagio
dos dados, busca de padrdes, avaliagdo do conhecimento e refinamento. Este processo € poten-
cialmente repetido em midltiplas iteragdes.”

“A Mineragio de Dados ¢ um passo no processo de descoberta de conhecimento que, sob
limitagBes de eficiéncia computacional aceitdveis, enumera as cstruturas (padrdes ou modelos)
dos dados.”

- —
Intergrezag ioﬂ

Avaliagao J

r Mineracdo de dados i //\\\:\
\ \ . O
i i i Contiecimento \/7

Transformagso }

-3

\
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Selegas '\‘\ === ‘ a ) Padrses
\l -~y /“' - RN :
"”1_["] W L pré- . Tados trans-
r,___‘_\ — : processadss formados

Figura 2.1: Passos do processo de descoberta de conhecimento em bancos de dados (Fayyad
et al., 1996).

Os algoritmos de aprendizado de maquina constituem um meio através do qual se realiza a
mineragiio de dados. Diferentes algoritmos de aprendizado de maquina utilizam diferentes abor-
dagens para tornar os dados compreensiveis e fornccer um conjunto mais rico de informagdo
agregada. Existem algoritmos de aprendizado de maquina para extrair regras de associagdo
e classificag@o, para agrupamento ¢ para previsdo numérica (Witten ¢ Frank, 1999) conforme
definidas no Capitulo |. Dentre cles, nos concentramos em algoritmos de agrupamento, cs-
pecialmente aqueles orientados a grandes bancos de dados (VLDB, Very Large DataBases)
multidimensionais.

O agrupamento em grandes bancos de dados tem sido o foco de diferentes trabalhos de
pesquisa (Aggarwal e Yu, 2000; Ganti et al., 1998, 1999; Xu et al., 1998; Zhang et al., 1996;
Berkhin, 2002). Bancos de dados de transagdes por Internet e de dados de Bioinformitica
sio exemplos claros de grandes bancos de dados multidimensionais, com nimero de atributos
da ordem de centenas ¢ nimero de instincias da ordem de centenas de milhares, dos quais
a aplicag@io de agrupamento ajudaria a extrair informagio sobre os grupos naturais que esses
dados formam. Uma vez gerados os grupos, é possivel classificar novas instancias e inferir suas

propriedadces a partir das propriedades dos representativos de cada grupo.
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Este capitulo descreve o agrupamento de dados, apresentando algoritmos hierdrquicos e de
particionamento na Segio 2.2, assim como uma discussdo do agrupamento em grandes bancos
de dados multidimensionais, o qual € tratado na Segio 2.3. Na Secio 2.4 sdo apresentadas as
conclusdes ¢ consideragdes finais do capitulo.

2.2 Agrupamento de Dados

Agrupamento € o processo de encontrar grupos em um conjunto de instancias de forma que as
instancias dentro de um grupo scjam similares. Esse é um problema que tem sido estudado tanto
pela comunidade de bancos de dados quanto pela da estatistica. Existem diferentes problemas
a serem resolvidos usando agrupamento ¢, portanto, diferentes abordagens para tratar dados
espaciais, mctricos e veloriais. Cada uma dessas abordagens possui caracteristicas particulares,

¢ diferentes solugdes €m sido propostas para resolver os problemas que elas apresentam.

E possivel classificar os algoritmos de agrupamento em dois grupos principais: algoritmos
de particionamento e algoritmos hierarquicos (Xu et al., 1998). Os algoritmos de particiona-
mento realizam o agrupamento “particionando” o banco de dados em um conjunto de gru-
pos. Usualmente os algoritmos de particionamento comegam com uma parti¢io inicial que €
otimizada ao longo de um processo iterativo. Cada grupo é representado pelo seu centro de
gravidade (centréide) ou pela instancia mais préxima a tal centro (medéide). O centréide ou

meddide do grupo € denominado representativo.

Os algoritmos de particionamento geralmente adotam um procedimento de dois passos em
cada iteragdo. Primeiro, cles determinam A representativos minimizando o momento total dos
grupos, onde & ¢ um parimetro geralmente especificado pelo usudrio. Scgundo, cles atribuem
cada objeto ao grupo que possul o representativo mais proximo a ele. O segundo passo gera
uma parti¢@o equivalente a um diagrama de Voronoi' (Figura 2.2) onde cada grupo € contido

em uma das células do diagrama (Xu et al., 1998).

Os algoritmos hierarquicos (Witten e Frank, 1999) criam uma decomposi¢ao do banco de
dados representada por um dendograma (Figura 2.3). Cada nivel da drvore representa um agru-
pamento do conjunto de dados D. Tal hierarquia € obtida através de um processo botrom-up,
rcalizando jungdo de grupos similares para formar grupos maiores, ou top-down, comegando
com um unico grupo que é dividido recursivamente caso o momento total seja maior a um
pardmetro definido pelo usudrio; i.e., o grupo ainda seja muito esparso. Em contraste & maioria

dos algoritmos de particionamento, os algoritmos hierdrquicos ndo t€ém & como pardmetro de

"Um diagrama de Voronoi de um espago € dado um conjunto de pontos P, é uma parti¢io de £ em regiodes ou
¢Clulas tal que a regido associada a wn ponto p; € P € formada por todos o pontos do espago £ que se encontram
mais préximos a p; do que a qualquer outro ponto em P.
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Figura 2.2: Diagrama Voronoi no espago bidimensional.

entrada; i.e., nfio exigem que se defina a priori o nimero de grupos. Porém, uma condigio de
parada deve ser especificada indicando quando o processo de jungdo ou divisiio deve parar.

g a ¢ i edk b jf D

Figura 2.3: Exemplo de um dendograma construido com algoritmos de agrupamento hierdrqui-
co (Witten ¢ Frank, 1999),

Existe uma consideravel quantidade de trabalhos em agrupamento. Desse corpo de resulta-
dos, alguns trabalhos sc destacam pela originalidade da abordagem ou pela classe de problemas
que resolvem. Neste texto, os principais trabalhos de agrupamento segundo essa perspectiva
sdo descritos resumidamente. Analisaremos os algoritmos apresentados principalmente sob
dois pontos de vista: (1) a capacidade de realizar agrupamento em grandes bancos de dados; ¢
(2) a capacidade de agrupar dados multidimensionais. Além disso, serd discutida a capacidade
dos algoritmos lidarem com owtliers® ¢ criarem grupos de formatos arbitrarios. Essa andlise per-
mitird justificar a escolha do algoritmo de Aggarwal (Aggarwal, 2001) como base da pesquisa
realizada.

2.2.1 Agrupamento Hierarquico

Os algoritmos de agrupamento hierdrquico podem ser divididos em duas sub-categorias: aglo-
merativos ¢ de divisdo (Berkhin, 2002). Os algoritmos aglomerativos sao abordagens bottom-up,
gue comegam com grupos formados por uma dnica instancia (singletons) juntando-os recursi-

vamente para formar grupos maiores. Ja, os algoritmos de divisao sdo abordagens top down que

2Instancias que ndo podem ser inclufdas em nenhum grupo.
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comegam com um tnico grupo formado por todas as instancias no conjunto de dados, o qual é
dividido recursivamente até que uma condigio de parada é atingida.

CURE € um algoritmo aglomerativo proposto por Guha er al. (Guha et al., 1998) que per-
mite construir grupos de formatos arbitrarios usando um nimero fixo de instincias para repre-
sentar cada grupo. A distincia inter-grupos usada no processo aglomerativo € a distincia entre
os dois rcpresentativos (um de cada grupo) mais préximos. Esse algoritmo trata o efeito dos
outliers permitindo ao usudrio especificar um pardmentro o para realizar um “encolhimento”
dos representativos em direc@o ao centrdide do grupo. Como o algoritmo CURE realiza uma
amostragem do conjunto de dados, sua complexidade é proporcional ao tamanho da amosira na
forma O(N2,  ..).

O fato do algoritmo utilizar amostragem gera dois problemas: (1) determinar o tamanho ¢
o critério de escolha para a amostra; e (2) a aplicabilidade do algoritmo depende fortemente
do tamanho da amostra, sendo que para grandes bancos de dados uma amostra suficientemente
pequena para poder ser processada pelo algoritmo significaria uma perda de qualidade signi-

ficativa no agrupamento.

Além disso, por nio realizar projegdes, o algoritmo ndo € aplicavel a bancos de dados de
alta dimensionalidade. Isso porque, matematicamente, nos conjuntos de dados de alta dimen-
sionalidade as buscas pelo vizinho mais proximo se¢ tornam instdveis: a distdncia ao vizinho
mais préximo pode se tornar indistinguivel da distincia a maioria dos pontos (Beycer et al.,
1999). Esse efcito torna-s¢ severo para dimensdes superiores a 15 para a maioria dos algorit-
mos dc agrupamento (Berkhin, 2002). Portanto, a construgio de grupos baseada no conceito de

proximidade ¢ duvidosa em tais situagdes.

Karypis ef al. (Karypis ct al., 1999) desenvolveram um algoritmo aglomerativo que utiliza
modelagem dinmica na agregacio dos grupos. O processamento ¢ feito em dois estagios. O
primeiro constréi pequenos grupos que serdo usados no segundo estdgio para a aglomeragao uti-
lizando medidas de conectividade e proximidade inter-grupos; i.e., determinando quando dois
subgrupos se encontram suficientemente préximos para serem considerados um Gnico grupo
maior. A complexidade desse algoritmo € O(Nm + Nlog(N)+m?log(m)) onde m € o nimero
de grupos iniciais construidos no primeiro estdgio ¢ N € o niimero de instincias do conjunto de
dados. Esse algoritmo nfio pode ser aplicado a grandes bancos de dados devido 4 sua complexi-
dade, nem a conjuntos de alta dimensionalidade pelo fato de utilizar conceitos de proximidade

no espago multidimensional original.

BIRCH (Zhang ct al., 1996) é um algoritmo que utiliza uma estrutura de tipo drvore para adi-
cionar instincias incrementalmente aos grupos, juntando-os caso eles satisfagam uma condigio
de similaridade, dividindo-os caso 0 momento total do grupo ultrapasse um limitc superior es-

pecificado pelo usudrio, ¢ usando informagiio nos nés nio-folha para guiar a busca do grupo para
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uma nova instancia. Os grupos propriamente ditos sdo armazenados nos nés folha. BIRCH é
um algoritmo escaldvel capaz de encontrar grupos em grandes bancos de dados pelo fato de tra-
balhar com informagao reduzida sobre os grupos, denominada caracteristicas do grupo (cluster
Jfeatures - CF). Trabalhar com informagiio reduzida assegura um processo dgil e de baixo custo
computacional. Porém, uma desvantagem dessa abordagem € o fato de que a decisdo de incluir
uma nova instincia em um grupo ¢ feita localmente e, portanto, um agrupamento 6timo nio
pode ser assegurado. Além disso, o fato dele trabalhar com conceitos de proximidade no es-
pago multidimensional original faz com que o algoritmo nio seja aplicdvel a conjuntos de dados

multidimensionais.

2.2.2  Agrupamento por Particionamento

O agrupamento por particionamento usualmente realiza um refinamento incremental dos gru-
pos, deslocando os representativos em cada iteragdo para minimizar uma funglo energia na
diregdo da parti¢do étima. Devido ao fato desse problema ser NP-completo?, os algoritmos de
particionamento usam diferentes heuristicas para obter uma solugao quasi-6tima.

Ganti et al. (Ganti et al., 1998, 1999) desenvolveram uma abordagem para agrupar espagos
métricos arbitrarios bascada apenas na distincia entre as instdncias, sem necessidade de utilizar
sua informagdo vetorial (valores dos atributos). Isto €, o algoritmo € aplicdvel a conjuntos de
dados métricos niio necessariamente cspaciais. Essa abordagem permite agrupar conjuntos de
dados arbitrariamente grandcs através de um processo construtivo, lendo os dados do disco
e adicionando itcrativamente as novas instdncias aos grupos mantidos em uma cstrutura de
tipo drvore. A abordagem permite um rdpido acesso aos grupos e requerimentos baixos de
memoria. Porém, cla possui uma desvantagem comum as abordagens apresentadas na sego
anterior: nio pode ser aplicada a dados multidimensionais pelo fato dela trabalhar com medidas

de proximidade definidas no espago original.

Aggarwal ¢ Yu (Aggarwal e Yu, 2000) propuseram um método para encontrar grupos em
bancos de dados multidimensionais. A abordagem é bascada na suposigio de que diferen-
tes grupos de instdncias agrupam-se bem em diferentes cspagos projetados. Adicionalmente,
alguns grupos encontrados em espagos projetados podem nao scr encontrados no espago multi-
dimensional original. Para encontrar as proje¢oes nas quais as instancias formam grupos bem
definidos, € necessario computar as componentes principais do espago de dados utilizando a
andlise de componentes principais (PCA - Principal Components Analysis) (Jolliffe, 1986), €

depois selecionar os autovetores associados aos [ menores autovalores para ser a base ortonor-

3Um problema NP-completo ¢ um problema que pode ser verificado (mas nédo resolvido) por um algoritmo
deterministico em tempo polinomial. O nome NP significa *“tempo polinomial ndo deterministico” (Cormen et al.,
1990).
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mal do espago reduzido /-dimensional. O algoritmo reduz incrementalmente a dimensionali-
dade ¢ o nimero de grupos formados, comegando com um conjunto de centréides escolhidos
aleatoriamente, chamados sementes ou dncoras. Essa abordagem niio € escaldvel devido ao
custo computacional do PCA.

No agrupamento baseado em densidade, a vizinhanga de uma instincia é usada para encon-
trar regides densas nas quais existem grupos, utilizando conceitos de densidade, conectividade
e bordo (Ester et al., 1996, 1997; Hinneburg e Keim, 1998; Sander et al., 1998). Isso permite
que os algoritmos baseados em informagdo de densidade sejam capazes de descobrir grupos
de formatos arbitrdrios. Tais algoritmos requerem informagio espacial para computar a densi-
dade, conectividade e informagado de bordo. Para viabilizar os célculos, algum mecanismo de

indexagao deve ser construido.

DBSCAN (Ester ct al., 1996) e GDBSCAN (Sander et al., 1998) sio algoritmos que se ba-
seiam em uma cstrutura R*-tree (Beckmann et al., 1990) para indexar os dados, reduzindo a
complexidade de acesso a O(log(N)). Teoricamente, a complexidade total desses algoritmos
¢ O(Nlog(N)). Eles serio discutidos em maior detalhe porque embutem idéias que fornecem
a base para os algoritmos baseados em densidade que sdo o foco deste trabalho. Ambos uti-
lizam conceitos de vizinhanga e connetividade que sio apresentados a seguir (Ester et al., 1996;
Sander et al., 1998).

DEFINICAO 1 (Fps-vizinhanga de um ponto) Seja /D um conjunto de pontos em um
espago multidimensional e Fps um pardmetro definido pelo usuario. A Eps-vizinhanca de um
ponto p € D, denotada por Ny,s(p), € definida por N, (p) = {4 € D|dist(p.q) < Fops}.

Uma primeira abordagem para definir os grupos requer que qualquer ponto em um grupo
possua um namero minimo (3 in{’ts) de pontos na sua Fps-vizinhanga. O problema dessa
abordagem é apresentado pelos pontos de fronteira. Os pontos de fronteira, ao contrdrio dos
pontos centrais, sio aqueles que se encontram no bordo do grupo, como mostrado na Figura 2.4.
Na figura observamos que o ponto p ndo tem mais de MinPts na sua vizinhanga. Porém,

intuitivamente p deve pertencer ao mesmo grupo ao qual pertence g.

Para solucionar esse problema, o conceito de grupo ¢ suportado pelas seguintes definigdes.

DEFINICAO 2 (Diretamente alcangavel por densidade) Um ponto p € diretamente al-
cangdvel por densidade a partir de um ponto ¢ dados L'ps € MinPts, se

L. g *}\”'I'}ps(q)‘ ¢

2.

Npps(q)| =2 Mints.
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(a) (b)

Figura 2.4: (a) Ponto central ¢ ¢ ponto dc fronteira p. (b) ¢ possui mais de MinPls pontos na
sua vizinhanga, enquanto a vizinhanga de p possui (potencialmente) menos de AMin Pts pontos.
Porém, intuitivamente, ambos os pontos devem pertencer ao mesmo grupo (Ester et al., 1996).

DEFINICAO 3 (Alcangdvel por densidade) Um ponto p € alcangdvel por densidade a
partir de um ponto ¢, dados Eps e MinPts, se existe uma cadeia de pontos p1,...,.pn, P1 = ¢,

Pn = P, tais que p; 1 € diretamente alcangdvel por densidade a partirde p;, Vi = 1, ....n — 1.

DEFINICAO 4 (Conectado por densidade) Um ponto p € conectado por densidade a um
ponio ¢, dados Eps e MinPts, se existe um ponto o a partir do qual tanto p quanto g sao

alcangaveis por densidade.

Esses dois ultimos conceitos sdo tlustrados na Figura 2.5.

(@) (b)

Figura 2.5: (a) p é alcangdvel a partir de ¢. porém ¢ ndo € alcangdvel a partir de p. (b) p e ¢ sdo
conectados por densidade através de o (Ester ct al., 1996)

A partir dessas definigdes podemos apresentar a definigiio de grupo adotada pelos algoritmos
DBSCAN e GDBSCAN.
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DEFINICAO § (Grupo) Seja D um conjunto de pontos. Um grupo C, dados Eps e

MinPts, ¢ um subconjunto nio vazio de [ que satisfaz as seguintes condigdes:

l. ¥p, q: sc p € C'e q € diretamente alcan¢dvel a partir de p, dados Eps e Mints, entdo
g € C. (Maximalidade).

2. ¥p, q € C: p ¢ conectado por densidade a ¢, dados Eps e MinPts. (Conectividade).

Dirctamente dessa definigdo pode-se derivar a defini¢do de ruido.

DEFINICAO 6 (Ruido) Sejam C},...,Cy os grupos presentes no conjunto de pontos D,
dados Eps; e MinPts;, 1=1,...k. Defintmos ruido como o subconjunto de pontos de I que nio

pertencem a nenhum grupo C;, i.e. ruido = {p € D|Vi : p ¢ C;}

Note que qualquer grupo C;, dados E'ps; e Min Pts;, contém pelo menos M in Pts, pontos.

Utilizando essas defini¢des podemos apresentar o algoritmo do DBSCAN (Ester et al.,

1996).

Algoritmo 1
DBSCAN(ConjuntoDePontos, Eps, MinPts)
inicio //IdGrupo inicial de ConjuntoDePontos: NAOCLASSIFICADO

IdGrupo := Seguinteld(RUIDO); //Gera um novo ID a partir do 1D atual
para i de 1 a ConjuntoDePontos.tamanho fazer
inicio Ponto := ConjuntoDePontos.devolver(i); //Devolve o ponto 1
se Ponto.Clld = NAOCLASSIFICADO entdo
inicio
se ExpandirGrupo(ConjuntoDePontos, Ponto, IdGrupo, Eps, MinPts) entdo
//se foi gerado um novo grupo contendo os pontos
Halcancaveis por densidade a partir de Ponto
inicio
1dGrupo := Proximold(IdGrupo);//gera um novo 1D
fim
fim
Sfim
fim;
Um dos principais passos nesse algoritmo € ExpandirGrupo. no qual adiciona-se ao grupo
IdGrupo os pontos conectados por densidade a Ponto. O pscudocddigo desse procedimento €

apresentado a seguir.
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Algoritmo 2
ExpandirGrupo(ConjuntoDePontos, Ponto, IdCluster, Eps, MinPts): booleano
inicio
Hdevolve os pontos contidos na Eps vizinhanga de Ponto
sementes := ConjuntoDePontos. BuscaAbrangencia(Ponto, Eps);
se sementes.tamanho<MinPts entdo //ndo existem pontos centrais
inicio
/muda o ID do grupo ao qual Ponto pertence, para RUIDO
ConjuntoDePontos. MudarldGrupo(Ponto, RUIDO);
retorna falso;
Jim
else  /todos os pontos em "sementes" sdo alcan¢aveis
//por densidade a partir de Ponto
inicio
Muda o 1D do grupo que contem o Ponto, para o 11 atual Clld
ConjuntoDePontos.MudarldGrupo(Ponto, Cld);
sementes.eliminar(Ponto);
enquanto sementes <> Vazio fazer
inicio
Hdevolve o primeriro elemento de sementes
Patual := sementes.primeirof);
Hdevolve os pontos na Eps vizinhanga de Patual
resultado := ConjuntoDePontos. BuscaAbrangencia( Patual, Eps);
se resultado.tamanho >= MinPts entdo
inicio
para i de [ a resultado.tamanho fazer
inicio
Presultado := resultado.devolver(i);
se Presultado.JdGrupo em {NAOCLASSIFICADO, RUIDO] entéo
inicio
se Presultado.ldGrupo = NAOCLASSIFICADO entdo
inicio
sementes.adicionar{ Presultado);
Jim
ConjuntoDePontos.mudarldGrupo( Presultado, 1dGrupo);
fim //NAOCLASSIFICADO OU RUIDO

fim
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Jim /fresultado.tamanho >= MinPis
sementes.eliminar(Patual);
Jim //sementes <> Vazio
retorna verdadeiro,
fim
fim;

O algoritmo GDBSCAN (Sander et al., 1998) é uma generalizagio do DBSCAN (Ester
et al., 1996) em dois aspectos: (1) na defini¢do de vizinhanga; ¢ (2) na medida da cardinalidade
de uma vizinhanga. Essas generalizagGes permitem agrupar dados que possuem atributos nio

espaciais.

DEFINICAO 7 (Vizinhanga de um ponto) Seja N I’red uma relagdo binaria sobre o con-
junto de pontos D que € reflexiva e simétrica, i.e., Vp,q € D : NPred(p,p) e N Pred(p,q) =
NPred(q,p). Entdo a NPred vizinhanga Vip,.; de um objeto 0 € D € definida como
Vinprea(0) = {0" € D/N Pred{o,d')}.

DEFINICAO 8 (Minf’eso de um conjunto de pontos) Seja wC'ard uma fungio do con-
junto poténcia de um conjunto de dados ) nos nimeros reais nio negativos, wCard : 27 — R
e MinCard um ntimero real positivo. Entao o predicado MinFeso paraum conjunto de pontos

S € definido verdadeiro se e somente se wCard(S) > MinCard.

Todas as demais defini¢des sdo iguais as do DBSCAN, substituindo as medidas de distncia
e de cardinalidade pelas defini¢bes acima apresentadas e moldando-as & aplicagdo cspecifica.
O algoritmo do GDBSCAN ¢ idéntico ao apresentado anteriormente para 0 DBSCAN. Esses
algoritmos ndo podem ser aplicados a dados de alta dimensionalidade devido a sua dependéncia

de conceitos de proximidade delinidos no espago original.

Virios dos algoritmos apresentados neste capitulo buscam tratar dois dos problemas mais
importantes do agrupamento de dados: o tamanho e a dimensionalidade dos bancos de dados.
Porém, nenhum deles representa uma solugdo para ambos os problemas ao mesmo tempo. Além
disso, a maioria deles nido gera grupos de formatos arbitrarios, nem tratam os outliers. Existe a
necessidade de um algoritmo que inclua todas essas caracteristicas de forma que possa ser apli-
cado a conjuntos de dados reais. Esses topicos foram o foco do trabalho de pesquisa realizado,

e serdo discutidos na préxima secao.
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2.3 Agrupamento em Grandes Bancos de Dados Multidimen-

sionais

Ulumamente, considerdvel atengio tem sido dada ao problema de realizar agrupamento em
conjuntos de dados arbitrariamente grandes (Aggarwal e Yu, 2000; Ganti et al., 1998, 1999;
Xu et al., 1998; Zhang ct al.. 1996) e diferentes abordagens foram propostas, baseadas em
mincragdo incremental, compressdo de dados e amostragem confiavel. Tais abordagens foram

apresentadas neste capitulo na discusséo das varias técnicas de agrupamento.

O DIGNET (Thomopoulos et al., 1995; C.-D.Wann e Thomopoulos, 1997) € um exemplo de
algoritmos de aprendizado incremental nao supervisionado. O algoritmo € incremental porque
trabalha com um unico ponto de dado por vez. O DIGNET utiliza a representag@o de grupos
k-médias (por centréides) scm otimizagao iterativa. O centréide mais préximo ao ponto a ser
inserido na iteragio atual € deslocado em dire¢@o a tal ponto. Esse agrupamento on-line exe-
cuta uma tnica passagem pelo banco de dados, mas depende fortemente da ordem dos dados,
e pode resultar em grupos de baixa qualidade. Porém, o algoritmo trata os outliers, os grupos
podem ser criados ou climinados dinamicamente ¢ novas instancias podem ser adicionadas sem
necessidade de treinar novamente o algoritmo com todo o conjunto de treinamento. Isso o torna

uma opgio muito boa para bancos de dados dindmicos.

As técnicas de compressio de dados calculam certos resumos dos dados (cstatisticamente
suficientes) (DuMouchel et al., 1999). Os resumos obtidos sio usados ao invés dos dados origi-
nais, para posterior classificacdao. Um exemplo de algoritmo que utiliza essa técnica ¢ 0 BIRCH
(Zhang et al.. 1996, 1997), descrito na Segdo 2.2. Porém, compressio de dados acarreta perda

de informagio.

Ganti et al. (Ganti ¢t al., 1999) propuseram um algoritmo, também mencionado na Segéo
2.2, que utiliza uma compressao de dados semelhante a utilizada pelo BIRCH para agrupamento
em grandcs bancos de dados espaciais. Cada né folha da drvore que descreve um nivel de
agrupamento, € caracterizado por: (1) o namero de pontos; (2) o medéide (chamado clustréide)
que assegure um crro* minimo; e (3) o raio do grupo, o qual € igual 4 raiz quadrada da média
do erro por ponto. O algoritmo utiliza um agrupamento incremental que permite realizar uma
lnica passagem pelo banco de dados. A utilizagdo do algoritmo Fastmap (Faloutsos e Lin,
1995) permite a redugiio da dimensionalidade de forma que o cdlculo das distincias seja mais
leve computacionalmente. Porém, projetar o conjunto de dados em um tnico subespago acarreta

perda de informagio e é muito provivel que ndo sejam encontrados todos os grupos.

* A distincia quadratica entre 0 meddide e todos os outros pontos que pertencem ao né folha.
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Nos bancos de dados atuais, as instincias possuem centenas, ou inclusive milhares, de atri-
butos. A descoberta de conhecimento em tais espagos multidimensionais apresenta uma enorme
dificuldade. Nas drvores de decisio, por exemplo, os atributos irrclevantes poderiam ser esco-
Ihidos para a divisdo dos nds. No agrupamento, mais de 31 dimensdes apresentam um problema
duplo (Berkhin, 2002; Beyer et al., 1999). Primeiro, sob qualquer defini¢io de similaridade, a
presenga de atributos irrclevantes elimina qualquer possibilidade de uma tendéncia de agrupa-
mento. A quantidade de atributos irrelevantes cresce na medida que cresce a dimensionalidade
do conjunto de dados. O segundo problema € a “maldigio da dimensionalidade”, denominagio

para a falta de separagiio dos dados em espagos multidimensionais.

Uma andlise exploratéria basica dos dados (por exemplo, seleciio de atributos) que preceda
ao agrupamento ¢ a melhor forma de abordar o primeiro problema (Berkhin, 2002). Uma das
técnicas para lidar com situagdes em que o numero de atributos selecionados ainda € muito
grande, € o agrupamento de subespagos: construir grupos em subespagos apropriados do espago
original. Esta técnica € utilizada por Aggarwal (Aggarwal, 2001) no trabalho que foi tomado

como base para a pesquisa realizada, e que € apresentado no Capitulo 3.

Aggarwal e Yu (Aggarwal ¢ Yu, 2000) apresentaram uma abordagem que permite agrupar de
forma eficaz conjuntos de dados multidimensionais ao projetar os dados em subespagos bidi-
mensionais, acrescentando a probabilidade de encontrar todos os grupos utilizando miltiplas
projecdes. Porém, a complexidade dos cdlculos envolvidos niio permilc seu uso ¢m grandes

conjuntos de dados.

O algoritmo de Aggarwal (Aggarwal, 2001) permite agrupar conjuntos de dados multidi-
mensionais, gerar grupos de formatos arbitrdrios e lidar com o efeito dos outliers. Porém, ele
nilo é escaldvel a grandes conjuntos de dados devido a complexidade dos cdlculos envolvidos no
processo. Tornd-lo aplicdvel a conjuntos de dados maiores foi o foco da pesquisa desenvolvida,
assim como criar mecanismos para melhorar o agrupamento resultante quando 0s grupos se

encontram muito préximos entre si.

2.4 Consideracoes Finais

Este capitulo descreveu estratégias de agrupamento de dados, apresentando uma revisdo geral
das técnicas de agrupamento, bem como uma discussdo dos problemas apresentados pelos con-
juntos de dados atuais devido a sua multidimensionalidade e grande tamanho. O problema de
fazer um algoritmo aplicdvel a bancos de dados arbitrariamente grandes ¢ chamado de problema

da cscalabilidade.
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Além da escalabilidade, uma caracteristica que a maioria das abordagens de agrupamento
tenta incluir nos algoritmos ¢ um requerimento minimo do conhecimento de dominio para en-
contrar os grupos. Uma vez que nio € possivel definir o que € um bom agrupamento para uma
aplicagio especifica sem a intervengdo direta do usudrio, ou sem o conhecimento de dominio
ganho da experiéncia do usuario, nido € possivel conceber um algoritmo geral que gere bons
agrupamentos para todas as aplicagdes. Portanto, acreditamos que necessariamente deve-se ad-
mitir conhecimento de dominio nos algoritmos de agrupamento introduzido através de t€cnicas

de visualizagio ¢ de interagio.

O préximo capitulo é dedicado aos trabalhos prévios relatados na literatura relacionados a
essa idéia. Tais abordagens, coletivamente denominadas agrupamento visual, permitem uma

interacdo direta durante o agrupamento para otimizar o processo.



CAPITULO

3

Agrupamento Visual de Dados

3.1 Consideracoes Iniciais

A minerag¢do visual de dados consiste no processo de encontrar estruturas (padrdes ou mo-
delos) ocultas dentro dos dados originais, apotando os algoritmos de minerag¢do com técni-
cas de visualizagdo de informacdo para permitir a interagdo do usuario, tanto nas ctapas de
pré-processamento e de apresentag@o dos resultados, quanto no processamento propriamente
dito. Dentre essas técnicas se encontra o agrupamento visual de dados que, pelas razdes men-

cionadas no capitulo anterior, pode se beneficiar da interferéncia do usuario de vérias formas.

Este capitulo € dedicado & apresentagdo de conceitos relacionados a agrupamento visual.
Técnicas de visualizagdo de informagdo, assim como sua aplicagdo na mineragdo de dados,
sfo abordadas na Segiio 3.2. Na Secdo 3.3 siio aprescntadas técnicas de agrupamento visual
encontradas na literatura, incluindo as duas bascadas em densidade que fundamentam o presente

trabalho. Finalmente, na Seg¢do 3.4 sdo apresentadas as consideragdcs finais do capitulo.

3.2 Visualizacao de Informacao e Mineracao Visual de Dados

Tradicionalmente, a visualiza¢do tem assistido os processos de mineragio de dados cm ctapas
de pré-processamento e de apresentagio de resultados (Kreuscler ¢ Schumann, 2002). Uma

22
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estratégia de mineragdo visual de dados mais interessante baseia-se em juntar os processos
analiticos e de visualizagdo em uma Gnica ferramenta de mineragio de dados (Wong, 1999),
permitindo ao usudrio tomar decisdes ¢ controlar aspectos nos quais, tradicionalmente, heurfs-
ticas sdo empregadas nos algoritmos de mineragiio. Integrar métodos visuais ¢ ndo visuais para
apoiar as tarefas envolvidas na mineragiio visual de dados requer técnicas sofisticadas de mine-

ragdo, visualiza¢do e interagio (Kreuseler e Schumann, 2002).

Nesta se¢do apresentaremos conceitos de visualizagio de informagao, assim como técnicas
de visualizagao de dados multidimensionais e o papel da visualizagdo na mineragao de dados.
Uma coletinea sobre técnicas de visualizagao de informagio ¢ sua utilidade foi publicada por

Oliveira e Levkowitz (Oliveira e Levkowitz, 2003).

3.2.1 Visualiza¢io de Informacio

Segundo Card er al. (Card et al., 1999) a visualizagdo de informagdo € o uso de computadores
para possibilitar a interag@o de uma pessoa com represcntagdes visuais de dados abstratos, com
o objetivo de ampliar a seu conhecimento. A intera¢do possui um papel importante nas técnicas
de visualizag@o de informagao.

A visualizago ¢ usada no processo de exploragiio de dados, mas ainda ndo em toda a exten-
sdo possivel. Nos titimos anos tem sido usada para mostrar os resultados de célculos estatisticos
ou de algoritmos de mineragao de dados. O termo “visualizagdo de dados multidimensionais” €
usualmente, confundido com o termo "visualizacio multidimensional”. Porém, no primeiro
o termo "multidimensional” refere-se aos dados enquanto no segundo refere-se a visualiza¢do
(Grinstein et al., 2001). Na scguinte subsegio sio apresentadas técnicas de visualizagdo de

informagio para dados multidimensionais.

3.2.2 Técnicas de Visualizacio de Dados Multidimensionais

Existem difcrentes classificagdes para as técnicas de visualizagio de dados (Keim, 2002; Grin-
stein ct al., 2001), mas, segundo Grinstein er al. (Grinstein et al., 2001), entre as técnicas que
podem ser classificadas como visualizagdes de dados multidimensionais cncontramos: scar-
terplots 2D e 3D, Matrizes de scatterplots, Heatmaps, Heightmaps, Table lens, Survey plots,
Iconograficas, Empilhamento Dimensional, Coordenadas Paralelas, Grafos Lineares, Grafos
Multi-lineares, Técnicas Oricntadas a Pixel, Segmentos de Circulo, Cartas Polares, RadViz,
PolyVis, Andlise de Componentes e Curvas Principais, Grand Tour, Projection Pursuit ¢ Ma-

pas Auto-organizdveis de Kohonen. Muitas delas s3o similares ou esto relacionadas (Grinstein



3.2. VISUALIZAGCAO DE INFORMACAO E MINERACAO VISUAL DE DADOS 24

et al., 2001). Nesta subsegdo sdo apresentadas técnicas que podem vir a ser consideradas para
apoio visual no desenvolvimento deste trabalho.

Scatterplots 2D e 3D

Um scatterplot € uma proje¢io 2D ou 3D na tela do computador de marcadores gréficos (por
exemplo, pontos) representando os dados, sendo um dos métodos mais utilizados atualmente.
Virias transformagdes e operagdes podem ser aplicadas a esta visualizagdo (por exemplo, se-
lecdo de intervalos) e diferentes atributos podem ser exibidos, além dos dois ou trés mapeados
nos eixos existentes, através de mapeamento para cor, tamanho, orientagio, etc., dos marcadores
graficos. Um exemplo dessa técnica é mostrada na Figura 3.1 para o conjunto de dados Iris.
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Figura 3.1: Exemplos de scatterplot (a) 2D e (b) 3D (Grinstein et al., 2001).
HeatMaps

Um Heatmap é uma matriz de células coloridas com base nos valores de algum atributo dos
dados. O método é uma generalizagdo do scatterplot 2D onde os pontos sdo células da malha e
cada célula é colorida (Grinstein et al., 2001). A Figura 3.2 mostra um exemplo dessa técnica

aplicada ao bem conhecido conjunto de dados Iris (Witten e Frank, 1999).
HeightMaps

Os heightmaps mapeiam um dos atributos do conjunto de dados na altura de uma malha
que representa dois outros atributos no plano bidimensional. O deslocamento no terceiro eixo
¢ proporcional ao valor do terceiro atributo. Outro atributo pode ser mapeada na cor, como
apresentado na Figura 3.3. Nesse caso, quando a altura dos vértices da malha € constante,

obtemos um colormap.
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Figura 3.3: Exemplo de um Heightmap (Minghim e de Oliveira, 1997).

Table lens

Table lens é uma técnica de visualizagio que associa os valores das instincias de uma tabela
de dados ao comprimento de uma linha horizontal associada a cada entrada na tabela. Também
pode-se mostrar um outro atributo utilizando a cor da linha, como apresentado na Figura 3.4. O
usudrio pode interagir com a representag@o para realizar operagdes de ordenagao, selecio, etc.,
sobre os atributos e as instincias.

Iconograficas

As técnicas iconogréficas utilizam glyphs, ou icones, para representar as instincias e os seus
valores. Essas técnicas mapeiam um valor a cada caracteristica do icone. Alguns icones podem
ser apresentados de forma separada para cada instincia, ou juntos, formando uma textura sobre

a tela (Keim e Ankerst, 2001). Um exemplo dessa abordagem € mostrado na Figura 3.5.
Empilhamento dimensional

O empilhamento dimensional € uma proje¢do pontual 2D ou 3D dos dados em que as di-
mensdes sdo embutidas em outras dimensdes (Grinstein et al., 2001). O empilhamento divide o
plano 2D em um conjunto de retdngulos. Dois dos atributos (os mais relevantes, em geral) sdo
representados pelos eixos X e Y mais externos. Para adicionar dois atributos a representagio,
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Figura 3.4: Tabela de dados explorada com Table Lens (Fonte: http : //www.cs.umd.edu/-
class/spring2001/cmsc838b/ Apps/presentations/Erica_Kolatch/).

(@ (®)

Figura 3.5: (a) Icone utilizado para mostrar uma instincia (Grinstein et al., 2001). O conjunto
de icones pode definir uma textura (Keim e Ankerst, 2001).

divide-se o plano em retingulos cujos eixos X e Y internos representam as novas dimensdes.
Dessa forma pode-se criar uma hierarquia, ou drvore de dimensdes na representagao, como
mostrado na Figura 3.6.
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Figura 3.6: Ilustragdo do empilhamento dimensional (Keim e Ankerst, 2001).

Coordenadas paralelas

A técnica de coordenadas paralelas, desenvolvida por Inselberg (Inselberg, 1985; Inselberg
e Dimsdale, 1987) muda o conceito da representagéo dos eixos de coordenadas perpendiculares,
alinhando-os paralelos entre si sobre um plano, como apresentado na Figura 3.7.
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Figura 3.7: Exemplo de coordenadas paralelas (Inselberg e Dimsdale, 1987).

Esta representacido permite a visualizagdo de todos os atributos em um tnico plano, per-
mitindo observar tendéncias nos valores dos atributos das instancias localmente. A capacidade
dessa técnica para mostrar as relagdes entre os atributos € afetada pela ordem em que eles sdo
atribuidos aos eixos paralelos. Diferentes extensdes para permitir uma melhor interpretagao,

como interagao e selegdo de intervalos, foram propostas na literatura (Keim, 2002).
Técnicas orientadas a pixel

As técnicas orientadas ao pixel sdo uma generalizagdo dos heatmaps no sentido que os pixels
sdo coloridos seguindo um padrdo espiral, circular, linear, etc., sendo que a interpretagdo da cor
do pixel em determinada posi¢ao da janela depende do padréo utilizado. A Figura 3.8 mostra
um exemplo de uma abordagem utilizando um padrao circular, denominada Técnica de Seg-
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mentos de Circulo (Ankerst, 2001). Essa técnica mapeia cada atributo a uma seg¢do do circulo,
apresentando os valores dos atributos de cada instancia na mesma distincia radial relativa nos

diferentes segmentos. Os valores sdo mapeados na cor do segmento e segdo correspondentes.

Figura 3.8: Exemplo da técnica de segmento de circulo (Ankerst, 2001).

RadViz

RadViz é uma técnica de visualizag¢do de informagdo que associa cada atributo a um eixo
radial em uma circunferéncia como apresentado na Figura 3.9, onde se ilustra um exemplo
dessa técnica aplicada ao conjunto de dados Iris. Cada instincia € representada por um icone.
As relagdes entre os atributos das instancias do banco de dados sdo representadas pela posi¢do
do icone, a qual € o ponto no plano onde a soma das “forgas” (valores) dos atributos da instincia
é zero. A forca de um atributo € um vetor na dire¢do do eixo radial associado ao atributo, onde
a magnitude do vetor € dada pelo valor do atributo.

PolyViz

A técnica PolyViz estende o método RadViz ao substituir os icones por linhas tracadas a
partir da posi¢do da instincia até os pontos em que a circunferéncia se intersecta com os €ixos
radiais associado a cada atributo. Dessa forma, é possivel observar a distribui¢do das instincias
com respeito a cada atributo através das posi¢des das linhas associadas a ele, como pode ser

visto na Figura 3.10.

As técnicas apresentadas buscam tratar dados multidimensionais. Elas sdo geralmente uti-
lizadas na etapa de pré-processamento, de forma que apoiem a andlise dos dados dos quais se
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Figura 3.9: Visualizacdo utilizando RadViz para os dados Iris (Grinstein et al., 2001).

Figura 3.10: Visualizaggo utilizando PolyViz para os dados Iris (Grinstein et al., 2001).

extraird o conhecimento. Elas podem ser usadas em um primeiro estdgio dos algoritmos de

agrupamento visual para determinar os parametros de entrada para o processo de agrupamento.

3.2.3 Visualizacio na Mineraciao de Dados

Embora as técnicas de visualizagdo tenham melhorado significativamente na udltima década,

essa tecnologia ainda € utilizada unicamente no final do processo de descoberta de conheci-
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mento (Collier et al., 2002). A maioria das ferramentas de mineragio de dados nio aproveita
os beneficios das técnicas de visualizagio. Scgundo Collier ef al. (Collier et al., 2002), duas

coisas devem acontecer para uma melhor utilizagio da visualizagio de informago:

o Uma mélrica deve ser desenvolvida para avaliar de forma quantitativa ¢ comparativa a
eficacia de técnicas de visualizagdo.

o A visualizagido de informagao deve ser incluida desde a fase de pré-processamento até a
fasc de apresentagiio dos resultados, passando pelo processo de mineragdo propriamente
dito.

O primeiro requisito estd sendo abordado por pesquisadores que tentam desenvolver uma métrica
que permita comparar as diversas técnicas de visualizagio de informagio (ver (Grinstein et al.,
2001)) e avaliar sua usabilidade (ver (Freitas et al., 2002)). O segundo serd um processo longo
que dependerd muito da confianga que as pessoas venham a ganhar em relagiio 2 visualizagio
como ferramenta para a interpretagdo de dados.

Os trabalhos em visualizag@o de informacio na mincragdo de dados vém buscando a for-
malizacdo de uma drea de pesquisa prépria concentrada nesse tema. Kreuseler € Schumann
(Kreuseler ¢ Schumann, 2002) apresentam vdrias referéncias a trabalhos sobre mineragdo visual
de dados. Essas abordagens sio classificadas em trés categorias (Ankerst, 2001). A primeira
inclui aquelas abordagens que usam visualizagido em tarefas de pré-processamento. A segunda
categoria € formada por aquelas abordagens que utilizam técnicas de visualizag@o para apre-
sentar os resultados dos processos de mineragio de dados. Finalmente, o terceiro grupo inclui
abordagens que integram tanto as técnicas de aprendizado de mdquina quanto as téenicas de
visualizagdo em um unico processo de mineracio, explorando a sinergia entre a capacidade hu-
mana ¢ a do computador. Esse grupo inclui as abordagens de agrupamento visual bascado em
densidade que serlio apresentadas na Secgdo 3.3.

Existe uma considerdvel quantidade de pesquisa em visualizagio de resultados de algorit-
mos de aprendizado de maquina (segunda abordagem) (Becker, 1997). MineSet (Becker, 1997)
¢ um cxemplo claro de uma ferramenta comercial que permite ao usudrio visualizar os resulta-
dos de algoritmos de construgio de drvores de decisio ¢ de extragdo de regras. Essa ferramenta
foi projetada para permitir uma ficil interagdo com o usudrio, o que requer um processamento

rapido para possibilitar uma retroalimentagdo continua entre o usudrio e o computador.

O agrupamento, sendo uma das técnicas de aprendizado de mdquina utilizada na mineragao
de dados, nio foi uma excegiio a esse movimento de inclusdo de técnicas de visualizagdo no
processo de mineragdo. Na Segiio 3.3 serdo apresentados os trabalhos em agrupamento visual de
dados baseados em densidade que constituem a base da pesquisa apresentada neste documento.
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3.3 Técnicas de Agrupamento Visual de Dados

Trabalhos dirctamente relacionados com agrupamento visual de dados foram densenvolvidos
por Ribarsky er al. (Ribarsky et al., 1999; Ribarsky, 1999), Hinneburg e7 al. (Hinncburg et al.,
1999) ¢ Aggarwal (Aggarwal, 2001, 2002).

Ribarsky et al. (Ribarsky et al., 1999; Ribarsky, 1999) introduziram o termo Discovery
Visualization para descrever um processo de agrupamento de dados centrado no usudrio, com
capacidade de resposta adaptada para maximizar suas capacidades. Eles desenvolveram um
algoritmo de agrupamento visual com as restrigdes de espaco e tempo em mente desde a ctapa
de projeto, para permitir uma animagao da varia¢do da cstrutura do agrupamento ao longo do
tempo. Eles usam amostragem, binsort ¢ agrupamento rapido para asscgurar um tempo de
resposta de 0.1 segundo ou menos. Além disso, provém um meio para exibir a hicrarquia do

agrupamento.

Aggarwal (Aggarwal, 2002) prop6s uma abordagem para buscas de vizinho mais préximo
em bancos de dados multidimensionais, a partir da perspectiva do usudrio, projetando um sis-
tema que encoraja a cooperagio efetiva entre 0 humano e o computador. Para isso, € necessario
encontrar proje¢des centradas no ponto de busca (query point), denominadas projegdes dis-
criminativas, nas quais ¢ possivel distinguir os grupos que contém o ponto de busca do resto
dos dados. Aggarwal usou PCA (Jolliffe, 1986) para encontrar tais proje¢des. Dessa forma o
usudrio separa visualmente o grupo ao qual pertence a instancia, do resto do espago de dados,

reduzindo a quantidade de operagdes necessdrias para encontrar o vizinho mais préximo.

As principais estratégias para agrupamento visual de dados multidimensionais bascado em
densidade foram desenvolvidas por Hinneburg ez al. (Hinneburg et al., 1999) ¢ Aggarwal (Ag-
garwal, 2001). Nos concentraremos nessas solugoes particulares devido & sua capacidade de
identificar grupos de formatos arbitrarios em bancos de dados multidimensionais. Além disso,
elas permitem um mapeamento visual direto da estimativa de densidade das projegdes bidimen-
sionais do conjunto de dados. lsso pode ser feito através de um colormap ou heightmap, de
modo a apresentar visualmente a distribuigio das instancias ¢ permitir uma especificagdo dos

grupos dirigida pelo usudrio.

3.3.1 HDEye

A abordagem proposta por Hinneburg er al.(Hinneburg ct al., 1999), denominada HDEye, apre-
senta o colormap da estimativa de densidade de diferentes projecdes contractivas do conjunto de
dados, bidimensionais ou unidimensionais, para quc o usudrio escolha aquela na qual os dados
formam grupos bem diferenciados. Uma vez escolhida a projegiio, utiliza-sc um separador (um
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poligono fechado para o caso bidimensional, ou um glyph para o caso unidimensional) para
definir os grupos sobre o colormap (construido sobre uma grade bidimensional) que mapeia a
distribuigdo de densidade dos dados no espago bidimensional projetado. Para isso, € necessario
estimar a distribui¢io de densidade. Isso € feito utilizando um niicleo estimador (Silverman,

1986). A estimativa de densidade fp ¢ definida como segue.

DEFINICAO 9 (Fungdo niicleo de estimativa de densidade) Seja D um conjunto de n
pontos d-dimensionais e A um fator de suavizagio. Podemos definir uma funcao de estimativa

de densidade baseada no nacleo X como

. 1 7 ’
jl): n—h-EZKh (.l'-—.’I.'«;) (31)

i=1

para qualquer x € 1),

Portanto, cada ponto discreto z; do conjunto de dados € trocado por uma fungio continua

Ky (+) com mdximo em x; e cuja variancia € determinada pelo fator de suavizagdo h. Um

exemplo de tal distribui¢@o scria o nicleo Gaussiano com fator de suavizagio (ou largura de
banda) h.

Ki(z —z;) = (1/V27 - h) - e~ @)/ (k%) (3.2)

O erro na cstimativa de densidade é determinado pela largura de banda /2. Uma aproximagao
conhecida (Silverman, 1986) para determinar a largura de banda ¢ dada pela férmula h = 1.06 -
o - n~'/% para um conjunto de dados com n pontos e desvio padriao o. Exemplos de estimativa
de densidade para um conjunto de dados, e respectivas projegoes sobre planos representando

diferentes niveis de ruido sdo mostrados na Figura 3.1 1.

DEFINICAO 10 (Grupo de Densidade com Centro Unico) Um grupo de densidade com
centro tinico para um maximo z* da fungio de densidade f{xr) é o subconjunto C' C D, com
2 € C sendo atraido por densidade por zx e f(r*) > £, onde um ponto z ¢ atraido por
densidade por x se existe um caminho 1> C ¢ a partir de z até x* acima do nivel de ruido &.

174 ¢ o conjunto de células da grade ¢ dimensional sobre a qual foi cstimada a densidade.

DEFINICAO 11 (Grupo de Densidade com Miiltiplos Centros) Um grupo de densidade
com nuiltiplos centros para um conjunto de maximos X ¢ o subconjunto C' C D, onde Vz € C
Jaox € X com f(xx) > &, x é atraido por densidade por xx e V%, vo% € X cxiste um caminho

P C F%apartir de z,* até o> acima do nivel de ruido .
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Figura 3.11: Exemplo de grupos com miiltiplos centros para diferentes valores de ruido
(@),(b) £ = 4; (c),(d) £ = 2; and (e),(f) £ = 1; (Hinneburg et al., 1999)

Para assegurar que a densidade no subespago bidimensional projetado seja maior ou igual a
densidade no espago multidimensional original, é necessdrio trabalhar com projecdes contrati-
vas.

DEFINICAO 12 (Projecdo Contrativa) Uma projecdo contrativa para um espaco de dados
d-dimensional S e uma métrica apropriada || - || € uma transformagio linear P definida sobre
todos os pontos x € S

Pl(z) = Az com Il All = max u) <1 (3.3)
ves \ [l

onde A é uma matriz de projecdo.

A Figura 3.12 ilustra a diferenca entre projecdes gerais e contrativas.

Como mencionado, o usudrio especifica o grupo utilizando um separador sobre o colormap
criado a partir da estimativa de densidade do subespaco projetado, onde um separador pode ser
definido como segue.
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() (b)

Figura 3.12: Exemplos de projecoes (a) gerais e (b) contrativas (Hinneburg et al., 1999)

DEFINICAO 13 (Separador) Um separador é um objeto geométrico que divide o espago
R? em dois semi-espagos hg, h;. A fungdo de decisdo H(z) determina os semi-espagos, onde

um ponto z € R? pertence a

1
H@)= Zi (3.4)

Exemplos de separadores sdo hiperplanos P definidos por um valor de divisdo z,

1 P(z) >z,

N H(z) = (3.5)
0 c.c
e cilindros multidimensionais P definidos por poligonos fechados (Figura 3.13).
 H(z) = 1 P(z) dentro do poligono p 3.6)

0 c.c

Figura 3.13: Exemplo de separador (Hinneburg et al., 1999)
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Na medida que o usudrio especifica os separadores, uma grade multidimensional ¢ criada, a
qual divide o espago em vdrias regides que separam os grupos do resto de espago. Uma grade
multidimensional ¢ definida como segue.

DEFINICAO 14 (Grade Multidimensional) Uma grade multidimensional G, no espago
de dados 5, € definida como o conjunto de separadores H = {H,,...H;}. Uma fungio de

codificagdio ¢ : S — N sobre cssa grade multidimensional pode ser expressa como
k
v € S cle)= Z 2 Hi(x) (3.7)
i=1

A partir dessas defini¢des € possivel apresentar o seguinte pseudo-cédigo para o algoritmo
HDEye.

Algoritmo 3
HDEye(ConjuntoDeDados D)

inicio
InicializarHierarquia{root — D)
enquanto um no v (contendo o conjunto de dados D)
possa ser dividido fazer
P ={P, ..., P.}=EncontrarVisualmenteProje¢desUlteis(D)
H = {1, ...H, }=ConstruirSeparadores(P)
/D,: o subconjunto de D que contem os pontos do no v.
G=ConstruirGradeMultidimensional(H, D,)
Mutiliza a fungdo de codificagdo
//para incluir cada instdncia no respectivo semiespago.
AdicionarinstanciasNaGrade(G,v)
Hadiciona os descendentes (novos grupos)} do no atual v
/na hierarquia de grupos.
AdicionarDescendentesGrupoHierarquia(v).
fim
Sim;

HDEye foi o primeiro trabalho em agrupamento visual baseado em densidade. Uma abor-
dagem mais poderosa foi desenvolvida por Aggarwal (Aggarwal, 2001), a qual permite uma
busca dos grupos em miiltiplas projegdes e fornece uma métrica para medir a qualidade de um

grupo. Esse trabalho € descrito na préxima se¢io.
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3.3.2 Um sistema cooperativo humano-computador para agrupamento
multidimensional efetivo

Um fato importante mostrado na literatura (Aggarwal ¢ Yu, 2000; Aggarwal, 2001, 2002) é que
diferentes grupos de instancias agrupam-se bem em diferentes subespagos projetados. Aggar-
wal (Aggarwal, 2001) propds uma abordagem para encontrar grupos em miultiplas projecdes do
conjunto de dados, usando ID strings para armazenar as respostas sucessivas dos usudrios sobre

0s grupos e 0s espagos projctados nos quais eles parecem ser consistentes.

Por exemplo, na tabela 4.3, €m-se os grupos aos quais as instancias 1 a 5 pertencem em
cinco diferentes projecdes. Pode-se observar que as instancias 1, 4 e 5 pertencem ao mesmo
grupo em quatro das cinco projegdes. Portanto, ¢ altamente provavel que elas pertencam ao
mesmo grupo no espago multidimensional original.

Projecio
Instancia || I | II [ III [ IV |V
1 132 1|2
2 2111 313
3 313121
4 132 1|2
5 1312 ]2 |2

Tabela 3.1: Exemplo de [ Dstrings. O elemento em cada célula da tabela identifica o grupo
ao qual pertence a instincia em tal projeciio. E altamente provdvel que as instincias 1, 4, e 5
pertencam ao mesmo grupo no espaco multidimensional original.

As ID strings permitem calcular a cobertura' de cada grupo e fornecem a métrica da “quali-
dade” de um grupo. O algoritmo de agrupamento apresentado por Aggarwal (Aggarwal, 2001)
consiste de quatro estagios: (1) determinagio dos subespagos de polarizagdo, (2) interagdo com
0 usudrio para a cria¢do dos grupos, (3) atualizagdo das cadeias de identificagio (ID strings) e

(4) criag@o dos grupos finais.

A fase de determinagdo de subespagos de polarizagdo é centralizada em encontrar conjuntos
de proje¢des nas quais os dados agrupam-se bem e os grupos podem ser percebidos visualmente
pelo usudrio. Em cada iteragio um pequeno nimero £ de pontos do banco de dados € amostrado.
Os pontos siio denotados por ...y, € sdo 0s pontos de polarizacdo ao redor dos quais 0s grupos
sdo buscados. Devido ao fato de que y; ...y, sdo amostrados aleatoriamente, muitos deles podem
pertencer a um grupo bem definido ¢m uma projecdo cuidadosamente escolhida denominada
subespaco de polarizagdo. O processo de encontrar os subespagos de polarizaciio comega no
espaco d-dimensional original /. O subespago atual &. de dimensao /. ¢ reduzido em cada

iteragdo até um espaco bidimensional. Em cada iteragdo, o algoritmo encontra o conjunto de

'A cobertura de um grupo € o nimero de pontos que pertencem a ele.
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pontos de dados M; mais préximos a dncora de polarizagio y;, baseado na métrica de distancia
do subespago &.. O nimero de pontos de dados em cada conjunto M; é determinado por um
valor s definido pclo usudrio. O subespago no qual as instancias agrupam-se bem ao redor do
centrgide z; do conjunto M; € aquele no qual o momento de todos os grupos se minimiza. [sso é
equivalente a minimizar Zf‘_l R(M,, E, z;) sobre todos os subespagos £, onde R é o momento

do grupo M; com centréide 2; no espago £, definido como segue.

DEFINICAO 15 (Momento de um grupo) O momento de um grupo C = {7, 7, ..., T}
no subespago £ com respeito ao ponto § € denotado por 2(C, £,%) e é dado por:

t

R(C,£,7) = > _{Pdist(z,,7,€)}*/t (3.8)

i=1

onde Pdist € a distincia projetada entre dois pontos definida a seguir.

DEFINICAO 16 (Distincia projetada) A distdncia projetada entre dois pontos ¥ ¢ y no
subespago £ € denotada por Pdist(,,7,. £) e € igual a distdncia Euclideana entre os pontos 7,

¢ T, no espago [-dimensional representado por £.

Para reduzir o momento global M; de todos os grupos € necessério transformd-los de forma
que seus centréides z; virem (). Isso € feito subtraindo z; de cada ponto cm M;. Sendo O; o con-
junto de pontos resultantes desta transformagio, a tarefa € reduzida a encontrar o espago onde
S L R(Oi(%), £,0) é minimizado. Sabendo que S L R(O:(2).£.0) = RIUL, Oil=), €,
0), tudo o que precisa ser feito é encontrar os /. autovetores associados aos [, menores auto-
valores da matriz de covariancia do conjunto NV, = Uf‘_l O,(z;). Em outras palavras, deve-se
encontrar as dire¢des das menores componentes, usando a Andlisec de Componentes Principais
(PCA - Principal Components Analysis) (Jolliffe, 1986), do conjunto de pontos em N,.

A matriz de covaridncia A de um conjunto de dados fornece uma medida da distancia que
¢ invariante as transformagdes lineares dos dados (Knapp, 1998). A covaridncia de duas carac-
teristicas mede sua tendéncia de variarem juntas, i.e., co-variar. Enquanto a variancia ¢ a média
do quadrado do desvio padrio do atributo com respeito a sua média, a covaridncia € a média
dos produtos dos desvios dos valores dos atributos em relagdo as suas médias.

Para ser mais preciso, considere os atributos (; e C;. Seja {x(1,7),x(2,7),...,x(n, )} um
conjunto de n amostras de C; e {z(1,7),x(2,4),...,a(n,j)} o conjunto correspondente de n
amostras de C;. (Isto ¢, x(k,i) e x(k, j) sdo atributos do mesmo padrao, F). Similarmente,
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seja m(1) amédia de C, ¢ m(j) a média de C;. Entdo, a covariancia de C; e C; € definida por

c(t,j) = {{z(1,2) = m()|[«(1,5) —m(G)] + ... + (3.9)
+le(n, i) — m()][z(n. §) — m(G)]}/n

A covariancia possui varias propriedades importantes

Se C; e C; tendem a incrementar juntos, entao c(4, j) > 0;

Sc C; tende a decrementar quando C; incrementa, entdo ¢(Z, j) < 0;
e Sec C; ¢ C} sao independentes, entdo ¢(4, j) = 0;
o |c(i,j)] < s(i)s(7), onde s(i) € o desvio padrdo de C;;

(i, 1) = s(i)? = v(4), onde v(i) é a variancia de C;.

Portanto, a covariancia ¢(¢, j) é um nimero entre —s(i)s(7) e +s(i)s(j) que mede a de-
pendéncia entre C; e '}, com ¢(i, j) = 0 se nido existe dependéncia. A correspondéncia entre a

covariancia ¢ a forma do grupo € ilustrada na Figura 3.14

% % %
*.' QM
% # *
C=U.5SiS]' C=SiS]'

Figura 3.14: Correspondéncia entre a covariancia e a forma do grupo (Knapp, 1998)

Os pontos em A, possuem dimensio |£.|. Portanto, a matriz de covaridncia é uma matriz
E. * & cujo elemento (7, 7) denota a covaridncia entre as dimensdes ¢ € j. Esta matriz de
covariancia é semidefinida positiva e pode ser expressa como A = /> - D - P onde D é uma
matriz diagonal contendo os autovalores e as colunas de /> contém os autovetores que formam
um sistema axial ortonormal. Tais autovetores siio as componentes principais € representam as
diregdes nos dados ao longo das quais as covaridncias de segunda ordem dos pontos em N, sdo
zero. Foi mostrado por Jolliffe (Jolliffe, 1986) que os autovetores correspondentes aos menores
autovalores definem o subespago com o menor momento em relagio ao centrdide. Portanto, o
subespago £, corresponde aos autovetores relacionados aos menores autovalores; 1.e., espera-se

que os pontos de dados em M; formem grupos na projegio &£,.
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O processo de projecio € repetido, reduzindo a dimensdo pela metade em cada iteragio para
refinar gradualmente o subespaco projetado, de forma que os espagos esparsos sejam elimina-
dos.

Na fase de interagcdo do usudrio para a cria¢do dos grupos, os grupos sao especificados
através da variacao do nivel de ruido £ sobre o campo de densidade calculado usando o niclco
de estimativa de densidade previamente definido. Portanto, os grupos s3o regides conexas que
sdo atraidas pelo conjunto de maximos X definido por Hinneburg ez al. (Hinneburg et al.,
1999) ¢ descritos na subsecilo anterior. Dessa forma, o usudrio pode enxergar multiplas visdes
separadas para diferentes valores de rufdo £ de forma a convergir interativamente para o valor

intuitivo mais apropriado para o qual os pontos se agrupem bem ¢ o ruido scja climinado.

Uma vez que o usudrio definiu o nivel de ruido e, portanto os grupos foram identificados, as
ID strings sdo atualizadas na terceira fase do algoritmo (atualizagdo das ID strings). Nessa fase,
o conjunto K dc respostas do usuidrio em uma dada projegdo ¢ usado para atualizar o conjunto
Z de ID strings. O primeiro passo € determinar os contornos de um grupo ao encontrar todas
as células elementares da malha que pertencem ao contorno. Assume-se que uma célula da
malha (de quatro vértices) sc¢ ecncontra dentro do contorno de um grupo se pclo menos trés
dos seus vértices possuem um valor de densidade superior ao nivel de ruido & especificado
pelo usudrio. Uma vez determinadas as células elementares, € necessdrio consolidd-las em
componentes principais utilizando algum algoritmo de busca em grafos, assumindo que cada
célula da malha é um né e que os nds estdo conectados por uma arcsta cm caso compartilharem
um lado comum. Para cada um dos grupos, o passo seguinte ¢ determinar os pontos de dados que
se encontram nas células correspondentes. Eles constituem os grupos separados pelo usuario

naquela projegdo particular.

Depois que todos os grupos foram encontrados, um nimero de identificagdo € atribuido a
cada um deles. Se o ponto de dados sc encontra dentro do grupo, entdo sua identidade ¢ igual a
do grupo. De outra forma, ela ¢ “*”. Entdo o nimero de identificagdo € concatenado & ID string
correspondente. Portanto, no final do processo, o tamanho da ID string € igual ao nimero total

de separagdes accitaveis do grupo especificadas pelo usudrio.

Na fase de criagdo dos grupos finais, as ID strings sio utilizadas para determinar os gru-
pos que aparecem pelo menos uma quantidade de vezes igual a cobertura ¢ especificada pelo
usuario. Isto é feito buscando nas /D strings sub-padrdes que ocorram pelo menos ¢ vezes.
Esses sub=padrdes definem os grupos formados pelas instancias associadas a tais ID strings.

Isso leva a defini¢do de suporte de um padrio ¢, portanto, do grupo que representa.

DEFINICAO 17 (Suporte) O suporte s; de um padrdo S € a porcentagem de D strings
em Z para as quais a cadeia S é um sub-padrio, onde a cadeia S ¢ um sub-padrio de uma /D
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string I, se ¢ somente se para cada posigao ¢ € 1, ...,/ em S que ndo seja “*”, a i-Esima posi¢io
de 7, possui 0 mesmo valor.

Cada sub-padrio que possui um suportc maior que o parimetro ¢ especificado pelo usuario
define um grupo. Esses sub-padrGes sdo denominados padrdes dos grupos. As IDstrings

permitem definir uma métrica de “quao bom” € um grupo.

DEFINICAO 18 (Razdo de Interesse) A razdo de interesse I R(S) de um padrio S de um

grupo C € arazio entre o suporte de .S € o produto dos seus suportes fracionarios. Isto é

onde /3; € o suporte fraciondrio do nimero de pontos correspondente a i, em S = m,...my (e,

a fracdo de I Dstrings para as quais sua posigdo ¢ ¢ igual a ;) e o suporte de S.

Uma razio de interesse maior que 1 € indicativa de um grupo que revela uma afinidade
significativamente maior entre os diferentes pontos de dados com base no comportamento do

usuario. Qs algoritmos para essa abordagem sdo mostrados a seguir®.

Algoritmo 4
IPClus(Dados: D, Min Suporte: s, Num. de Pontos de Polarizagao: k)

inicio
HO vetorde 1d’s T = {1, ..., In} tem uma cadeia para cada instancia
/e inicializado com NULO
enquanto ndo (condi¢do de parada) fazer
inicio
Amostrar aleatoriamente k pontos yy, ...,y de D;
E=CalcularProje¢oesdePolarizacdo(D. yy...yx, s);
K=SeparagdolnterativadosGrupos(D, &, yr...yx, s);
T=AtualizarldStrings(I.K);
fim;
(CE..Ck, Q\...Qr)=CriagdoFinaldosGrupos(Z, s);
(IRy.. ARk, Cy..CE.Q)..Qu);
fim;

Algoritmo 5
CalcularProje¢esdePolarizacdo(Dados: D, Ancoras de polarizagdo: yy...yx, Suporte: s)

inicio

ZEsse algoritmo serd denominado HC-Cooperative no Capitulo 4.
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l.=d/2,E. =U;
enquanto . > 2 fazer
inicio
para cada ponto x € D e cada dncora de polarizagio y;
calcular P Dist(y;, . £,)
Seja M; o conjunto de N - s pontos
mais proximos da dncora de polarizacdo y;;
N =MU. .UM,
Seja z; o centroide de M;
para i = 1 ate k calcular O,(z;) subtraindo z; de cada ponto
em M,;
Seja ¢;; a covariancia de (i, ) para Ui—:l Oy(z,);
Seja A amatriz d x d [¢;j] para [i, 3] € [d x d];
Determinar os autovalores YV = {€,...€4} da matriz A;
E.=Conjunto de (. vetores de V com os menores autovalores
l. = max{2,[l./2]}
fim
retorna(&,);

Sfim;

As abordagens apresentadas aqui sdo as mais relevantes em agrupamento visual baseado em
densidade existentes na literatura. O principal problema associado a essas abordagens € a sua
baixa escalabilidade. Conforme mencionado anteriormente, centralizamos a pesquisa rcalizada

nesse problema, usando o trabalho de Aggarwal (Aggarwal, 2001) como base.

3.4 Consideracoes Finais

A escalabilidade dos algoritmos de agrupamento visual baseados em densidade € comprometida
principalmente pelo custo dos cdlculos das projecdes ¢ da estimativa de densidade. E possivel
usar a abordagem de Hinneburg (Hinneburg et al., 1999) em grandes bancos de dados uma
vez que ela atribui ao usudrio a escolha da melhor projc¢do. Ainda assim, o usudrio ndo tem
seguranga de que uma boa projegio serd identificada. Além disso, essa abordagem utiliza uma
dnica projecio para o cdlculo do agrupamento, o que reduz a probabilidade de encontrar grupos

que possam sc¢ revelar em outras projecoes.

A abordagem proposta por Aggarwal (Aggarwal, 2001) soluciona esse Gltimo problema

através do uso de multiplas projegdes, mas nio ¢ aplicvel a grandes bancos de dados devido
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a quantidade dc célculos requeridos para cstimar a densidade sobre cada uma das projec¢des
bidimensionais. Além disso, o algoritmo de Aggarwal aprescnta problemas de agrupamento

quando 0s grupos se encontram muito proximos cntre si.

O presente trabalho realizou extensdes ao trabalho de Aggarwal (Aggarwal, 2001) quanto ao
desempenho ¢ a qualidade dos grupos. Esses aprimoramentos serdo aprescntados no Capitulo
4. Em tal capitulo destacamos as vantagens da abordagem original e as razdes pelas quais foi
cscolhida como base para o presente projeto de pesquisa. assim como os ganhos obtidos dos

aprimoramentos cfctuados nela.



CAPITULO

4

HC-Enhanced

4.1 Consideracoes Iniciais

Conforme mencionado anteriormente, realizar agrupamento em grandes conjuntos de dados
multidimensionais apresenta dois problemas principais além da qualidade do agrupamento: ¢s-
calabilidade e capacidade de lidar com alta dimensionalidade. Escalabilidade usualmente im-
plica na obtengiio de um algoritmo de complexidade linear (O(n)) ou melhor (O(log 1), etc.).
Para sistemas altamente interativos, tais como as técnicas dc agrupamento visual (Aggarwal,
2001; Hinneburg et al., 1999; Ribarsky et al., 1999), a escalabilidade € um fator critico. Al-
goritmos com complexidade linear e constante alta (O{kn), k constante) nao sdo apropriados
para tais sistemas: a intcratividade € um fator chave que deve ser incluido em todas as técni-
cas de mineracfio visual (Wong, 1999), portanto o tempo de resposta deve ser tdo baixo quanto

possivel.

Tratar a multidimensionalidade é também uma tarefa dificil. As pesquisas efctuadas para li-
dar com esse problema siio baseadas em trés abordagens: agrupamento em subespacos, co-agru-
pamento (Berkhin, 2002) ¢ selegao de caracteristicas (Witten e Frank, 1999). Essas abordagens
estido concentradas em resolver o problema conhecido como “maldi¢io da alta dimensionali-
dade”, que é a incapacidade de gerar estruturas significativas (padroes ou modelos) a partir de
dados com alta dimensionalidade. Para os algoritios de agrupamento na maioria dos casos alta

dimensionalidade significa mais de 15 dimensoes (Berkhin, 2002; Beyer ct al., 1999).

43
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O agrupamento em subespagos refere-se a abordagens que aplicam redugio de dimensio-
nalidade antes de agrupar os dados. Diferentes abordagens para redugio da dimensionali-
dade tém sido desenvolvidas, tais como Principal Components Analysis (PCA) (Jolliffe, 1986),
Fastmap (Faloutsos e Lin, 1995), Singular Value Decomposition (SVD) (Strang, 1980), ¢ técni-
cas baseadas em fractais (Traina ct al., 2000; Pagel et al., 2000). Recentemente desenvolvemos
uma técnica denominada Nearest-Neighbor Projection (NNP) para exploragio de dados multi-
dimensionais em representagOes bidimensionais (Tejada et al., 2003). Embora algumas dessas
técnicas apresentem um meio para medir a quantidade de informagéio perdida, nio existem
garantias de reduc¢do de dimensionalidade sem perder uma quantidade considerdvel de infor-
magao. Além disso, diferentes grupos poderiam ser encontrados em diferentes projecdes como
mostrado na literatura (Aggarwal, 2001, 2002; Aggarwal e Yu, 2000). Portanto, realizar agru-
pamento em um Unico subespaco projetado pode levar a um resultado pobre do processo de

agrupamento.

O resultado esperado de todo algoritmo de agrupamento € que ele produza um bom agrupa-
mento. Porém, a avaliagdo do que € um bom agrupamento nido € um assunto trivial, e depende
fortemente do conhecimento que o avaliador possui sobre os dados, o dominio dos dados e
a aplica¢@o para a qual o agrupamento é gerado. Esse conceito ndo pode ser estabelecido de
forma geral para todas as aplicagdes ¢ conjuntos de dados. Essa € a razio pela qual a geracio de
um bom agrupamento para uma aplicagio ndo pode ser conseguida sem a interferéncia direta
do usudrio. As técnicas de agrupamento visual se basciam nesse fato para explorar a capacidade
dos scres humanos para tomar decisdes, bem como a capacidade de processamento dos com-
putadores. Isso também reduz a complexidade do algoritmo substituindo heuristicas usualmente

custosas por decisdes do usudrio.

Para apresentar uma interface apropriada ao usudrio, os algoritmos de agrupamento visual
devem apoiar uma idéia intuitiva de grupo; isto €, o conceito de grupo usado pelo algoritmo deve

coincidir com a nogo de grupo que o usudrio possui (regides densas com formatos arbitrarios).

Baseados nesses fatos, podemos estabelecer o que um algoritmo de agrupamento em subes-

pacos deve cumprir para ser apropriado para conjuntos de dados reais:
I. encontrar grupos em multiplas projegdes;
2. aproveitar o conhecimento do dominio que o usudrio possui;
3. gerar grupos de formatos arbitrarios; e
4. ser escaldvel.

Além disso, é desejavel que se forne¢am mecanismos para lidar com os outliers ¢ definir

uma métrica para o quanto um grupo ¢ consistente com as respostas do usuario.
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A Tabela 4.1 apresenta um resumo das caracteristicas das abordagens mais representativas
das diferentes familias de algoritmos de agrupamento'. O algoritmo de Aggarwal (Aggarwal,
2001}, o qual denominaremos HC-Cooperative, cumpre quase todos os requisitos que estabele-

cemos como necessdrios para que um algoritmo seja aplicavel a conjuntos de dados reais.

Escaldvel | Multidim. | Formato arb. | Outliers | Int. do usudrio | Metrica
Birch \/
Chameleon Vv
Cure v4 v v
Bubble N B
Orclus Vv
DBScan v Vv v
HC-Cooperative v v v N v
HD-Eye v v v v

Tabela 4.1: Caracteristicas dos algoritmos de agrupamento mais representativos (Tejada e
Minghim, 2003).

O algoritmo HC-Cooperative inclui interferéncia do usudrio durante a criagdo dos grupos.
Essa interacgio fornece ao usudrio meios para entender os dados ao apresentar uma visualizagio
dos grupos formados durante o processo, assim como para identificar os outliers que o conjunto

de dados apresenta.

Além disso. Aggarwal apresenta uma métrica para 0 quao consistente € um grupo com as
respostas do usudrio, uma forma eficiente de lidar com os outliers, um conceito intuitivo de
grupo baseado em densidade (que permite a definigiio de grupos com formatos arbitririos) e o
uso de miltiplas proje¢oes para tratar dados com alta dimensionalidade reduzindo a perda de
informagéo.

Porém, o algoritmo HC-Cooperative ndo pode ser aplicado a grandes conjuntos de dados
devido ao alto custo computacional dos processos usados para projetar os dados e para estimar
a densidade. Portanto, desenvolvemos mecanismos para reduzir o tempo de execug@o de tais
processos. Tais mecanismos foram introduzidos em virios passos do algoritmo. Porém, o ganho
mais importante foi conseguido durante o cdlculo de estimativa de densidade, onde utilizamos
o fato de que nem todas as instincias so relevantes para o cilculo de densidade de todos os

pontos da malha onde se armazena a densidade.

Além disso, introduzimos uma abordagem para melhorar proje¢fes nos casos em que 0s
grupos niio podem ser identificados apropriadamente, bascada na técnica proposta por Tejada et
al. (Tejada et al., 2003). Tal abordagem pode ser utilizada interativamente pelo usudrio em cada
iteraciio (projegdo do conjunto de dados) durante o processo de agrupamento. Ela foi inserida
em um dos passos do algoritmo de agrupamento constituindo em uma opgo para o Usudrio

'Ver o Capitulo 2 para maiores detalhes sobre os algoritmos de agrupamento.
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para melhorar o mapa de densidade de cada projecao utilizada durante o agrupamento antes
da ctapa final de cdlculo da densidade. Para tornar tal técnica aplicdvel a grandes conjuntos
de dados, construimos una matha utilizando a triangulacio de Delaunay (Edelsbrunner, 2001)
de forma a indexar através da malha os vizinhos mais préximos a instancia atual e utilizar sua
vizinhanga para calcular o deslocamento ao invés de todas as instancias como na abordagem

original proposta por Tejada et al.

O algoritmo /1C-Cooperative ¢ descrito em maior detalhe na Secao 4.2, juntamente com
um exemplo ilustrativo. Na Se¢do 4.3 discutimos as modificagdes realizadas no algoritmo
HC-Cooperative para reduzir o tempo dc processamento e melhorar a qualidade do agrupa-
mento. Na Se¢do 4.4 apresentamos os resultados do tempo de processamento ¢ da qualidade do
agrupamento gerado. Finalmente, a Se¢ao 4.5 € dedicada a apresentar as consideragdes [inais
do capitulo. O algoritmo foi implementado em C++ e usa um visualizador desenvolvido no
Laboratério de Computaciio de Alto Desempenho, baseado em OpenGL. Software, cédigo e

documentagio estio disponiveis em http://www.lcad.icmc.usp.br/"powervis/visual.

4.2 O algoritmo HC-Cooperative

O algoritmo HC-Cooperative ¢ um algoritmo visual baseado em densidade que utiliza maltiplas
projegoes para agrupar os dados com o objetivo de reduzir a perda de informagao, e interagao
do usudrio para lidar com outliers e detcrminar quando o processo de agrupamento deve parar

(i.e. todos os grupos significativos foram descobertos).

O algoritmo pode ser resumido como scgue?:

Algoritmo 6

HC-Cooperative()

inicio

repetir
Amostrar | instancias «; aleatoriamente e obter sua r-vizinhan¢a M;.
Normalizar os grupos M para obter os grupos O,.
Determinar o subespaco bidimensional S onde os grupos M; formem grupos bem
definidos.

Projetar os dados no subespago S.
Estimar a densidade no subespaco S.
Especificar um nivel de ruido X onde os outliers ndo sejam incluidos na criagdo

dos grupos.

2Uma versio mais detalhada pode ser encontrada no Capitulo 3.
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Criar e armazenar os grupos criados na proje¢ao atual.
ate todos os grupos serem identificados.
Criar os grupos finais.

fim;

Cada um dos [ grupos M, onde [ € o nimero de dncoras «; definido pelo usudrio, é formado
pelas instincias na r-vizinhanga de @, (i.e., o resultado de uma busca por abrangéncia com
centro a, e raio 7). Esses grupos sdo normalizados de tal forma que seus centréides z; virem 0.

Isto € feito subtraindo z; de todas as instancias em M, gerando o grupo normalizado O;.

O subespaco bidimensional § onde os M; formam grupos bem definidos € aquele onde o
momento de todo O0; ¢ minimo. Isto €, o subespago onde Zi:l 1(O;) € minimo. pu(®;) é o
momento de O; definido pela expressao p(O;) = 21;:1 d(zl,m;). d(z},m;) é a distdncia entre

.. X .. L. . {
o centréide z; de J; e a instancia (1n;). Isto € igual a minimizar p(|J;_, O;).

Foi provado por Jolliffe (Jolliffe, 1986) que o subespago d-dimensional onde um grupo
de instancias ¢ possuem momento minimo € aquele definido pelos d autovetores assoctados
a0s « menores autovalores da matriz de covariincia de ¢. Isto €, as d menores componentes

resultantes de aplicar PCA (Jolliffe, 1986) ao conjunto G (no nosso caso G = Ui__l ).

O algoritmo HC-Cooperative usa esse resultado para encontrar o subespago bidimensional

S, diminuindo itcrativamente a dimensionalidade do conjunto de dados pela metade.

Uma vez que o subespaco S foi determinado, o conjunto de dados ¢ projetado nele, e a

densidade [p € estimada utilizado o kernel Gaussiano:

~ 1 n l [ ]2
) = —— E Ty 4.1
fo nhda ~ \/27The " 0

onde z; € a i-ésima instancia, f € o fator de suavizag#o, n € o nimecro de instancias no conjunto
de dados e x representa um ponto na malha cartesiana bidimensional onde a densidade serd

armazenada.

A estimativa de densidade é mapeada em um heightmap apresentado ao usudrio. O usuario
entio especifica o valor para o nivel de ruido A de forma que os ourliers ndo sejam incluidos
nos grupos formados na iteragdo (proje¢do) atual. Isso é feito utilizando técnicas de interagdo
tais como planos de corte (Figura 4.1). Com X estabelecido, os grupos sdo criados procurando
as células da malha que possuem pelo menos trés de seus vértices acima do nivel de ruido.
Tais células formam componentes conexas, cada uma representando um grupo. A cada grupo
¢ atribuido um identificador diferente que serd adicionado a [ )String de cada instancia per-
tencente ao grupo. A I DString de uma instancia armazena os identificadores dos grupos aos
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quais a instincia pertence nas diferentes projegdes. Isso pode ser observado na Tabela 4.2, a
qual reproduzimos do Capitulo 3.

Figura 4.1: Plano de corte sobre um heightmap representando a estimativa de densidade para
especificar o nivel de ruido A sobre uma projecédo do conjunto de dados Iris.

Projecdo
Instancia || 1 |11 | I | IV | V
1 11372112
2 211111313
3 3|1y 32 (1
4 F{32 1|2
5 1312212

Tabela 4.2: Exemplo de 1 DStrings. O elemento em cada célula da tabela identifica o grupo
ao qual pertence a instancia em tal proje¢do. E altamente provavel que as instincias 1, 4, € 5
pertencam ao mesmo grupo no espa¢o multidimensional original.

Uma vez que o usudrio decide (usando as visualizagdes) que todos os grupos foram identi-
ficados, os grupos finais sio criados procurando subcadeias dentro das /D Siring. Cada sub-
cadeia tem em sua i-ésima posicao o identificador de um grupo criado na :-ésima proje¢io, ou
“¥”, onde “*” significa que tal posi¢@o nZo serd considerada relevante quando as instancias que
coincidam com a subcadeia sejam procuradas. Portanto, cada subcadeia representa um grupo
final. Por exemplo, para o caso da Tabela 4.2, a subcadeia “132*2” define o grupo formado
pelas instincias 1,4, e 5, enquanto a subcadeia “13213” define o grupo formado pelas insténcias
1 e 4. Isso fornece um meio para medir o grau de consisténcia de um grupo com as respostas
do usudrio. Tal métrica é denominada razdo de interesse a qual € dada pela expressao:

onde 3; é o suporte fracionario do grupo m; na subcadeia S = m;...my (i.e., a fragdo de

I DStrings para as quais a ¢-ésima posigdo € igual a m;) e 8 € o suporte de S (i.e., 0 nimero
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de 1 DStrings que coincidem com .S, onde uma I DString coincide com uma subcadeia S =
niy...mny se elas sio iguais exceto nas posi¢dcs onde m; = *).

Uma razio de interesse maior que 1 indica que o grupo possui uma afinidade significativa
entre suas instancias com base no comportamento do usudrio.

Para ilustrar o algoritmo, apresentamos a seguir um exemplo de agrupamento ¢em um con-
junto de dados de 15 instincias 5-dimensionais, mostrado na Tabela 4.3, Esse conjuntos de

dados possui trés grupos formados pelas instancias [ — 5, 6 — 10, e 11 — 15.

Instancia Dim. | Dim. 2 Dim. 3 Dim. 4 Dim. 5 Grupo
1 24.805203 | 70.571593 | 67.511839 | 32.702514 | 15.898942 | ~ 0
2 22.475693 | 68.418753 | 67.826733 | 34.277486 | 14.560532 | 0
3 25.499799 | 68.917441 | 66.923558 | 31.870170 | 11.870866 | 0
4 25.507545 | 72.128011 | 68.944650 | 33.214440 | 17.424723 | 0
5 20.180426 | 70.984498 | 69.368377 | 35.387339 | 13.570690 | 0
6 10.126638 | 58.299350 | 29.998800 | 8.7546100 | 70.263157 1
7 9.1479970 | 53.566211 | 24.655602 | 10.315620 | 70.768003 1
8 8.7200150 | 55.899258 | 25.430168 | 12.299597 | 70.38050606 1
9 10.724900 | 54.662898 | 26.281604 | 8.9593930 | 72.198301 1
10 8.9582850 | 54.410600 | 27.514455 | 12.602682 | 68.596397 | 1
11 70.753605 | 83.065990 | 44.915836 | 27.497272 | 27.297358 | 2
12 65.586945 | 79.915609 | 44.629438 | 27.833484 | 27.588379 | 2
T 13 170166474 | 82.800126 | 43811622 | 29.731629 | 27.520001 | 2
14 67.473108 | 77.690808 | 43.635263 | 30.400894 | 27.359884 | 2
| 15 [ 70.247318 | 77.689025 | 46.154428 [ 28.584453 | 29.690863 [ 2

Tabela 4.3: Dados sintéticos de exemplo para ilustrar o algoritmo HC-Enhanced.

O resultado da execugdo do algoritmo sobre esse conjunto de dados serd detalhado em cada
passo para a primeira iteragio.
Passo 1; amostrar / instincias a; aleatoriamente e obter sua r-vizinhanga M,

Do conjunto de dados mostrado na Tabela 4.3, amostramos aleatoriamente duas insténcias:
@ = 8¢ a, = 9. A r-vizinhanga (r = 91.3) de cada uma delas constituem os grupos M, =
{2/1 <2 <15} e My = {&/1 < & < 10} respectivamente.

Passo 2: normalizar os grupos M, para obter os grupos O,

No segundo passo do algoritmo, normalizamos os grupos M; ¢ M para obter os grupos
O, e O, formados pelas instdncias normalizadas apresentadas nas Tabelas 4.4 ¢ 4.5 respecti-
vamente, A normalizagio precisa do cdlculo dos centrdides =; = % ZJ\_, 2y, onde Ny é o
nimero de instancias de M; e x;; € a j-¢sima instancia de M;. As instincias do grupo M; sdo

normalizadas para formar o grupo O; subtraindo z; de cada ;.
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Instancia | Dim. 1 | Dim. 2 | Dim. 3 | Dim. 4 | Dim. 5
1 922 1,97 | 21,01 | 841 | -21,77
2 -1155 | 0,18 | 21,32 | 998 | -23.11
3 853 | 032 | 2042 | 757 | -25.8
4 852 | 353 | 2244 | 892 | -2024
5 13,84 | 238 | 22,86 | 11,09 | -24,1
6 239 | -103 | -16,51 | -1554 | 32,6 |
7 2488 | -1504 | 21,85 | -13.98 | 33,1
8 253 | 127 2108 | 12 | 3271
9 2233 | -13.94 | -20,23 | -1534 | 34,53
T 25,07 | -14,19 | <1899 | -11,69 | 30,93 |
11 36,73 | 1446 | -159 | 32 | -10,37
12 3156 | 11,31 | -1.88 | 3,54 [ -10.08
13 36.14 | 142 27 | 544 ] -10,15
14 3345 | 9,09 | -2,87 | 6,11 | -103l
1S 36,22 | 9,09 [ -0,35 429 | =798 |

Tabela 4.4: Grupo normalizado O;.

Instancia | Dim. I [ Dim. 2 [ Dim. 3 [ Dim. 4 | Dim. 5
1 819 779 | 2007 | 10.66 J -26.65
2 5,86 563 | 2038 | 1224 | -27,99
3 8.89 6.13 | 1948 | 983 | -30.68
4 8,89 9.344 215 | 11,18 | -25,13
5 3.57 82 21,92 | 1335 | -28.98
6 649 | 449 | -1745 | -13,28 | 2771
7 747 | 922 22,79 | -11.72 | 2821
8 580 | 812 | 21.16 | -13.08 | 29.65
10 7.66 | -838 | -19.93 | 944 | 2604

Tabela 4.5: Grupo normalizado O,.

Passo 3: determinar o subespaco bidimensional S

O primeiro processo necessdrio para obter o subespago bidimensional S € calcular a matriz
de covariancia de Uﬁil O;. A covariancia c(C, C) das dimensdes C'y e 'y por exemplo, € dada
pela expressao ¢(C, Cy) == % Sk = mu][age — may), onde 1y, € o valor da dimensio r da
k-ésima instincia xy € Uf , Oi, n o niimero de instancias em O;, € 1n a média dos valores da
dimensao 7.

A matriz de covariancia M, onde M (k1) = ¢(Cy, C}), para nosso exemplo ¢ como segue.
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I 1 0.869914  0.260048 0.516132 -0.503188 ]
0.869914 1 0.675438  0.837409 -0.833138
M = | 0260048 0.675438 1 0.945848  -0.960029 4.3)
0.516132  0.837409  0.945848 1 -0.991416
| -0.503188 -0.833138 -0.960029 -0.991416 1 |

Aplicando redugdo de Householder e a decomposicdo QL (Press et al., 1992) a A/, obtemos
0s seguintes autovetores ¢ autovalores:

Autovalor 1 0.0114
Autovetor 11 0.3732  -0.3768 0.4286 -0.6403 -0.3534
Autovalor 2. 0.0031]
Autovetor 2: -0.2640 0.1669 -0.5544 -0.2143 -0.7409
Autovalor 3:  0.0261
Autovetor 3:  -0.3305 0.7027 03001 -0.5161 0.2008
Autovalor4: 0.9479
Autovetor 4: -0.7534 -0.3444 04728 02023 -0.2214
Autovalor 5: 4.0112
Autovetor 5:  -0.3375 -0.4664 -0.4416 -0.4864 0.4864

Os autovetores associados aos |d/2| menores autovalores definirdo o novo espago de dados.
Com os dados projetados nesse espago o processo € repetido até |d/2] = 2. No nosso exemplo,
a primeira iteragdo cumpre tal condigiio. Portanto os autovetores 1 e 2 definem o nosso espago

projetado S.
Passo 4: projetar os dados no subespaco S

Nesse passo cada instancia projetada = = x; x W7 é calculada, onde z; € a instdncia no

conjunto de dados original e W € a matriz formada pelos autovetores escolhidos.
Para nosso exemplo, o conjunto de dados projetados € mostrado na Tabela 4.6.
Passo 5: estimar a densidade no subespaco S

A estimativa de densidade para o conjunto de dados é calculada utilizando a expressao 4.1.
Para isso construimos uma malha cartesiana que armazenard a densidade estimada para cada

um dos seus vértices. Para nosso exemplo utilizamos uma malha 40 x 40.

O resultado do célculo de densidade para nosso exemplo na primeira iteragdo € apresentado

na Figura 4.2.
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Instdncia | Dim. 1 Dim. 2
1 -50.9915 | -14.9528
-50.2562 | -15.4115
-47.9618 | -12.3658
-52.9518 | -15.53
-49.5809 | -16.9349
-63.5135 | -35.7693
-61.7914 | -37.8195
-61.8566 | -39.6598
-63.6954 | -36.5843
10 -62.0666 | -37.6798
11 -55.842 | -12.8939
12 -55.1324 | -14.076
13 -55.7631 | -14.9956
14 -55.8318 | -14.523
15 -59.2992 | -12.0678

O |0 [N AW

Tabela 4.6: Conjunto de dados projetados.

dowenet by CCAL 1nd LETA
@ (b)

Figura 4.2: (a) Densidade estimada em uma das trés proje¢des realizadas para o exemplo. (b)
Triangulag¢do de Delaunay (Edelsbrunner, 2001) da projegao.

Passo 6: especificar um nivel de ruido ) apropriado

O nivel de ruido foi definido utilizando um plano de corte como ilustrado na Figura 4.2.

Os niveis de ruido para as trés iteragdes realizadas foram 1.25124, 5.81586, e 5.81586. A
densidade total para cada projecao foi 42.3, 41.708, e 41.708 respectivamente.
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Passo 7: criar e armazenar os grupos criados na projecio atual

Nesse passo, procuraram-se as células da malha que possuem 3 dos seus 4 vértices acima
do nivel de ruido. Essas células sdo classificadas como células elementares. Para construir os
grupos na presente iterago comega-sc com uma célula elementar scmente expandindo o grupo
recupcrando todos os vizinhos dela que sejam elementares. Para cada uma das novas células
elementares adicionadas ao grupo o processo € repetido até que todas as células elementares
alcangdveis a partir da semente tenham sido adicionadas. Uma nova semente é escolhida e o

processo repetido at€ que todas as células elementares pertengam a algum grupo.

Uma vez agrupadas as células, as instincias projetadas sdo atribuidas ao grupo de células
respectivo. O identificador de cada grupo de células ¢ adicionado no final da 7 D String de cada
instdncia. Para as trés iteragGes do nosso exemplo, as [ DStrings das instincias resultaram

como mostrado na Tabela 4.7

Instancia | Proj. 1 | Proj. 2 | Proj. 3
1

o
—
—

|
|

<

—_
[

N

—
[N

—
=

pfnfvvolojoiol o] —| = —|—
pwfojvlvolo|olojo| == —|—

—
W

Tabela 4.7. I DStrings resultantes apds as trés iteragdes do nosso exemplo.

Os passos 1-7 apresentados siio realizados em todas as iteragdes (proje¢des). O nimero
de iteragdes é especificado pelo usudrio. No nosso caso, utilizamos 3 iteragdes para nosso
exemplo. Os resultados obtidos de tais iteragoes sio utilizados para gerar os grupos finais. A
scguir apresentamos o passo final que cria os grupos que seriio considerados como o resultado

do algoritmo.
Passo final: criar os grupos finais

A criagdo final dos grupos € realizada utilizando a informagio da Tabela 4.7. Procuramos

pelas subcadeias com cobertura maior 4 especificada pelo usudrio. No nosso caso utilizamos
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uma cobertura de 2 (isto €, como o tamanho das I DStrings é 3, podemos ter somente uma

posi¢do com “*”). Exemplos de subcadeias validas sio:

* 0 0
¥ 1 2

* 0
2 2 1
¥ 1 2
2 20
2 x
1 2 2

As subcadeias (ou padrdes) 011, 200, ¢ 122, geram os grupos com razio de interesse maior.
Tais grupos sio G} = {x/1 < x < 5}, Gy = {z/6 < & < 10}. e G3 = {z/11 < z < 15}
respectivamente. Os trés grupos possuem uma razao de intcresse igual a 45. Para ilustrar o cél-
culo da razdo de intcresse mostramos a seguir o processo para o grupo definido pela subcadeia

011.

A razdo de interesse é dada pela equagdo 4.2. No nosso caso, o suporte § = 5. Isto é,

o namero de instancias cuja I DString cumpre com a subcadeia 011 € 5. 3, € o suporte fra-
ciondrio da primeira posi¢do da subcadeia. Isto €, a fragiio de 1D Strings que cuja primeira
posi¢do ¢ igual a primeira posigdo da subcadeia 001, Portanto, 3; = 1/3. De forma similar,
podemos calcular 3y = 1/3 ¢ 33 = 1/3. Da expressio 4.2 podemos concluir que I 2(“0017) =
45.

Dessa forma concluimos o exemplo da execugdo do algoritmo [/C-Cooperative sobre um
conjunto de dados. A préxima se¢do apresenta as melhorias realizadas nele em dois aspectos:
tempo de processamento e qualidade do agrupamento quando os grupos se encontram muito

préximos entre si nas projegoes.

4.3 O algoritmo HC-Enhanced

Nesta se¢iio apresentamos as melhorias realizadas ecm termos de custo computacional e melhoria
da defini¢do dos grupos no algoritmo HC-Cooperative originando a versiao HC-Enhanced®, a
qual possui uma performance radicalmente melhor a do algoritmo original em termos de tempo
processamento, enquanto mantém a qualidade do agrupamento obtido. As melhorias foram

concentradas em trés processos principais: a busca por abrangéncia realizada para formar os

‘Disponivel em http://www.lcad.icmc.uég.br/‘powervis/visual/.
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grupos M; (passo 1), a busca pelo subespago S (passo 3), e o célculo da estimativa de densidade
(passo 5), o qual € o ponto chave na melhora em tempo de processamento obtida. Além disso,
dentro do passo 3 introduzimos um mecanismo para melhorar praje¢des nos casos em que 0s
grupos nio possam ser identificados de forma clara.

4.3.1 Passo 1 - Buscas por abrangéncia com Omni-sequencial

A Omni-sequencial ¢ parte de uma familia de estruturas de dados proposta por Santos ef al.
(Santos-Filho et al., 2001) que explora o fato de que a dimensionalidade intrinseca* dos conjun-

tos de dados reais € usualmente consideravelmente baixa.

O conceito Omni ¢ a base de tal familia de estruturas, o qual é basicamente uma trans-
formagdo de coordenadas na denominada base focos-Omni. Essa base é um conjunto F =
{fi. fa, ..., fu} dec instdncias pertencentes ao conjunto de dados métrico a ser indexado denomi-
nadas focos ou pontos focais. Usando essa base, as coordenadas Omni siéo calculadas para cada
instincia s como sendo as distancias entre s e cada foco f;. O conjunto de dados € entdo indexa-
do usando tais coordenadas, mantendo os dados originais em um arquivo diferente. O ndmero
de focos pode ser estimado como a dimensionalidade fractal, a qual € uma aproximagio da di-
mensionalidade intrinseca, do conjunto de dados. Um algoritmo linear para calcular a dimensio
fractal de um conjunto de dados pode ser encontrado no trabalho de Traina er al. (Traina et al.,
2000).

O resultado de utilizar o conceito Omni € formado por duas partes. Primeiro, a indexagdo
sc beneficia da “redugio de dimensionalidade” efetuada permitindo que a estrutura de dados in-
dexe conjuntos de dados de alta dimensionalidade sem sofrer da “maldigio da alta dimensiona-
lidade”. Scgundo, quando uma busca por abrangéncia € efetuada, uma quantidade consideravel

de cilculos de distancia é podada como mostrado na Figura 4.3.

Em uma busca por abrangéncia com centro s, e raio r,. as distncias df; de cada foco ao
ponto de consulta s, sfo calculadas e utilizadas para estabelecer um intervalo para cada foco
fi. Define-se para cada foco uma regiao calculada subtraindo a bola com centro em f; e raio
df.a« = df; — r, da bola com centro em f; ¢ raio df;b = df; + r,, como mostrado na Figura
4.3a. A intersecgiio das regides formadas por todos os focos define a regido de fronteira Omni
minima (mbOvr). As instancias pertencentes a mbOr constituem o resultado parcial da busca

por abrangéncia. Portanto, somente as distincias entre s, ¢ tais instincias devem ser calculadas.

E possivel usar esse conceito junto a qualquer estrutura de dados. Porém, o ganho resultante

de usar estruturas como a R*-Tree (Beckmann et al., 1990) sobre uma abordagem sequencial €

‘A dimensionalidade do espaco realmente ocupado pelos dados (uma linha em R" possui dimensionalidade
intrinseca igual a 1).
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(@) (b)

Figura 4.3: Busca por abrangéncia com centro s, ¢ raio r,. A regidao sombreada mostra as
instincias retornadas da poda. (a) Utilizando um foco f;. (b) Utilizando dois focos f; e fs.

negligencidvel quando poucas consultas sio realizadas, como no nosso caso. Portanto, usamos
a versao sequencial (Omni-sequencial) no primeiro passo do algoritmo para acelerar as buscas

por abrangéncia realizadas para gerar os grupos M.

4.3.2 Passo 3 - Encontrando e melhorando o subespaco de polarizagao

No passo 3 do algoritmo HC-Cooperative, o subespago S (o subespaco de polariza¢do) onde
M; formam grupos bem definidos deve ser encontrado. Para fazer isso, como discutido na
Segiio 4.2, a dimensionalidade do conjunto de dados € diminuida iterativamente pela metade
projetando, na i-¢sima iteragho, o conjunto de dados no subespago d;-dimensional definido
pelos d; autovetores associados aos d; menores autovalores da matriz de covaridncia do conjunto
de dados, onde d; ¢ a metade da dimensionalidade atual. Isto ¢ 0 mesmo do que aplicar PCA
(Jolliffe, 1986) wo conjunto Ui:l O.>, escolhendo as d; dltimas componentes como a base do

subespaco d;-dimensional.

Matematicamente, a autodecomposigdo ou PCA, se reduz a resolver a equagio RW =
WA onde R é qualquer matriz quadrada (Golub e Loan, 1991), como a matriz d¢ covariancia
de Uf::_1 O;. Devido a quc este € um processo custoso, realizamos cxperimentos usando os
algoritmos online-PCA (Rao e Principe, 2000) e Simple-PCA (Partridge e Calvo, 1998) para
encontrar o subespaco S. Ambos os métodos sio baseados no fato de que um autovetor w é

diretamente relacionado com sua versio rotacionada por R como na equagio:

Ruw
wT Rw

4.4)

w =

SComo mencionado na Segdo 4.2, O; é a versdo normalizada de M, ao redor de 0
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Entdo, € possivel estabelecer um processo iterativo como:

Bin)w(in—1)
w{n — 1)R(n)w(n ~ 1)

w(n) = 4.5)

onde 12(n) ¢ a cstimativa da matriz de covarilincia no tempo 7.

As menores componentes sio calculadas utilizando a técnica de deflagdo, subtraindo os

autocomponentes prévios do sinal original 2 como na expressio:

== (e e)w (4.6)

13

onde x; ¢ ai-ésima amostra do sinal z (4 7-€sima instancia).

Dos resultados, pudemos notar que devido ao lato desses algoritmos necessitarem os au-
tovetores prévios para calcular o seguinte, e devido a que precisamos sempre dos Gltimos, o

tempo gasto por eles ¢ maior ao tempo gasto pelo PCA original. Além disso, devido a que o
PCA € realizado sobre um amostra do conjunto de dados (Uf=l O;), o tempo gasto pelo PCA €
negligencidvel comparado ao tempo gasto por outros processos. Devido a isso, concentramos
nossos esforgos em encontrar um meio para diminuir o tempo de processamento no passo de
estimativa de densidade, o qual € o processo mais custoso do algoritmo e a matéria da proxima

subsecdo, e em melhorar as projeces nas quais os grupos nio estdo bem definidos.

Em alguns espagos de polarizagdo os grupos podem ndo ser identificados de forma clara,
pois nio ¢ para todo conjunto de ancoras «; e todo raio r definindo os grupos iniciais M;, que
o subespago de polarizagio obtido é um no qual os grupos no espago multidimensional original
formam grupos bem definidos. Portanto, propomos uma abordagem para melhorar tais pro-
jegdes bascados na técnica proposta por Tejada er al. (Tejada et al., 2003). A abordagem utiliza
o fato de que a rela¢do entre as distancias no espaco original € no subespago bidimensional
deve ser constante para todo par de instancias (;, «;). Na Figura 4.4, assim como no trabalho
mencionado. mostramos que isso gera uma melhor projegiio quando aplicado aos resultados de
técnicas como Fastmap (Faloutsos e Lin, 1995) ou PCA (Jolliffe, 1986). A técnica é apresentada
a seguir.

Para uma instancia ;, calculamos o vetor #; a partir dela a cada instancia ; em sua vizi-
nhanga. Entdo aplicamos uma perturbagiio a cada instdncia na vizinhanga na direg@o do vetor
calculado para tal instdncia. Para fazer com que o processo seja apropriado para grandes con-
juntos de dados, utilizamos a triangulagdo de Delaunay (Edelsbrunner, 2001) para recuperar a

vizinhanga de uma instancia projetada através da estrela do ponto correspondente.

O processo, para cada iteragdo, pode ser resumido como scgue:
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(a)

Figura 4.4: Melhorias das projecdes Fastmap usando a abordagem proposta.(a) Conjunto de
dados Iris. (b) Um conjunto sintético 10-dimensional com 1000 instdncias. Em ambos os
casos a cor mapeia o grupo ao qual a instincia pertence. Em (b) mostramos uma amplia¢do do
grupo mapeado em azul. Uma insténcia classificada como ruido (vermelho) € parte do grupo
originalmente. Na projecao melhorada a instincia € removida do grupo.

Algoritmo 7

Melhorando-Projegdes()

inicio
Calcular a triangulacdo de Delaunay para a projegdo atual.
para cada instdncia projetada p.
inicio

Obter. a estrela S de p.
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para cada ponto s em S.
nicio
Calcular T como sendo o vetor de pdas.
Deslocar s na diregio de v wma fragdo de A.
fim
fim
Normalizar a proje¢ao ao intervalo [0,1].

Sfim;

O erro A é dado por:

A = d(p",s") — dmin

dmar — dmin da(p, ) 4.7)

onde dy(p,s) ¢ a distancia entre p e s no subespago projetado bidimensional, d(p", s") € a
distancia entre 0s respectivos pontos p”* € s™ no espago n-dimensional original, e dmax € dmin

sdo as distdncias mdxima e minima respectivamente no espago n-dimensional.

Esse processo tenta convergir para uma proje¢io étima. Porém, devido a que a normaliza-
¢ao das distancias é um processo custoso, cla ndo pode ser realizada em cada iteragdo para o
espago projetado. Essa ¢ a razdo pela qual as distincias sdo normalizadas uma Gnica vez para
0 espaco original, e realizamos uma normalizagiio das instancias projetadas ao invés das dis-
tancias projetadas em cada iteraciio. Portanto, o processo gera realmente uma aproximacgio do

caso otimo.

Para ilustrar o resultado desse processo, a Figura 4.5 mostra algumas das iteragdes para uma
projecio do conjunto de dados utilizado no exemplo apresentado na Secido 4.2. Podemos notar

que na ultima iteragiio a projecao apresenta os dados melhor agrupados.

Podemos aproximar o erro Q( P) da projecao P obtida em cada iteracao da seguinte forma:
1 M
QP) = 537 ; || (48)

Note-se que o erro dado por Q(?) é um crro relativo que ¢ util para comparar diferentes
proje¢des do mesmo conjunto de dados. Porém, como a equagio 4.7 define um deslocamento
aproximado, Q( P) sobre-estima o erro da proje¢do. Isto €, a projegio 6tima /7 de um conjunto
de dados possui erro Q{P') > 0.

Essa abordagem pode ser utilizada interativamente pelo usudrio sobre a projegao gerada em
cada iteracdo (dentro do passo 3 do algoritmo), gerando uma nova projecio e portanto um novo
mapa de densidade. O mapa de densidade é gerado de forma melhorada comparado com a

abordagem de Aggarwal. como descrito na préxima subsegio.
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O ®

Figura 4.5: Melhoria de uma projecao do conjunto de dados de exemplo utilizado na Sec¢ao 4.2.
(a) Iteracdo 1. (b) Iteracdo 7. (c) Iteragdo 13. (d) Iteracdo 19. (e) Iteracdo 25. (f) Iteracdo 31.

4.3.3 Passo 5 - Estimativa de densidade

Esse passo € o ponto critico do algoritmo. Todos os passos do algoritmo possuem complexidade
O(kn), onde k é uma constante e n o nimero de instdncias. Porém, ao contrario de outros
passos, na estimativa de densidade k£ € uma constante alta (0 nimero de pontos na malha que
armazenara a densidade).

Propomos uma abordagem para reduzir a constante k£ baseados na contribui¢io individual
de cada instancia a densidade acumulada nos pontos da malha.

Na Figura 4.6 apresentamos a contribui¢do de uma instincia z; no célculo da estimativa de
densidade de um ponto da malha x como fungio do fator de suavizagio h e da distancia entre
z e z;. Podemos observar que, apés certa distincia, e dependendo do fator de suavizagao, a
contribui¢do da instincia z; ao célculo da densidade acumulada no ponto da malha pode ser



4.3. O ALGORITMO HC-ENHANCED 61

negligenciado. Podemos observar esse fato melhor na Figura 4.7 onde a contribuigio fb da
instdncia r; na densidade acumulada no ponto da malha x é apresentado para diferentes valores
do fator de suavizagio h. Tal contribui¢ao € dada pela expressio:

A 1 _(J}—JI'}"!
fi e mis (4.9)

b= Jonh

Figura 4.6: Contribui¢iio de uma instancia @; no calculo da densidade acumulada no ponto da
malha 2 como fungiio do fator de suavizag@o h e a distancia d entre 2 € ;.

ro
3.

(a) (b ©

Figura 4.7: Contribuigdo de uma instancia x; no cdlculo da densidade acumulada no ponto de
malha & como fungdo da distancia d entre & e x; para (a) h = 0,05, (b) h = 0,1 e (¢c) h =0, 3.

Devido ao fato do conjunto de dados ser normalizado ao intervalo [0, 1] em todas as dimen-
sdes durantc a projecio, o fator de suavizagio h s¢ encontra entre 0 e 1, sendo quc para os
conjuntos de dados testados o valor 6timo de % segundo a férmula apresentada por Silverman

(Silverman, 1986) é cerca de 0,1. Podemos obscrvar que, para o valor étimo de A (0,1), a con-
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tribui¢do de uma instincia ao cilculo da densidade acumulada em um ponto da malha diminui

rapidamente & medida que a distancia aumenta.

Portanto, definimos a vizinhanga v das células da malha para as quais uma instancia é con-
siderada relevante para o cédlculo da densidade acumulada nelas. Na Figura 4.8 mostramos um

exemplo da vizinhanga © = 2 de uma instancia da malha 9 x 9.

P Malha

&

3 Ponto de dados (insiancia)

: ‘
. v\\tr l e o/ l .
Vizinhanca=2

Figura 4.8: Vizinhanga de uma instancia.
A abordagem proposta para calcular a estimativa de densidade € dada a seguir:

Algoritmo 8
CalcularEstimativaDeDensidadeMelhorado()

inicio
para cada insténcia r; com coordenadas bidimensionais ry, e &,
inicio
indice, = |@ip.m].
idice, = [&y.m].
Testar condi¢des de fronteira (indice, + v+ 1> m,
indice, — v < 0, indice, + v+ 1 > m, ouwindice, —v < 0).
Acumular a contribui¢do de x; para todos os pontos na malha com indice no

intervalo [indice, — v, indice, + v + 1yindice, — v, indice, + v+ 1]

Jim;
onde m é o nimero de amostras da malha (i.e., para uma malha 30 x 30, m = 30)cwv ¢ a
vizinhanga.

A abordagem original, apresentada aqui para comparagio, € como scgue.

Algoritmo 9
CalcularEstimativaDeDensidadeQOriginal()
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inicio
para cada ponto da malha x
inicio
para cada instancia x;
inicio

Acumular a contribui¢io de x; para .

A vizinhanga étima depende do nimero de amostras i da malha, assim como da precisio
p requerida e do fator de suavizagiio h. A precisdo indica a contribuigdo minima que uma
instancia deve fornecer ao cdlculo da densidade acumulada em um ponto da malha para que ela

seja considerada relevante.

Tal relag@o é dada pela expressio:

v = 77?.\/—21?.2 In(pVv27h) (4.10)

diretamente derivada da equagdo 4.9.

A Figura 4.9 mostra os resultados do cilculo da estimativa de densidade para diferentes
vizinhangas v para o conjunto de dados Iris sobre uma malha 30 x 30. Podemos observar
que uma vizinhanga de v = 5 (a vizinhanga 6tima é v = 5 para uma precisao de 0,008) a
estimativa de densidade aproxima a densidade estimada utilizando todos os pontos da malha

como vizinhanga (abordagem original).

4.4 Resultados

Na Figura 4.10 apresentamos uma comparagdo entre os resultados obtidos com o algoritmo
original HC-Cooperative e os obtidos com a versdo modificada HC-Enhanced cm termos de
tempo de processamento para diferentes tamanhos do conjunto de dados. Para cssc e os demais
testes aprescntados aqui, o programa foi executado em um computador PC com um processador
de 1.0 GHz e 1.0 GB de memoéria RAM, sob Linux Slackware 9.0.

Podemos ver um considerdvel ganho no tempo de processamento. Esses resultados foram
obtidos sem perda da qualidade do agrupamento. Portanto, o algoritmo HC-Enhanced ¢ mais
interativo e escaldvel que o algoritmo HC-Cooperative, o qual foi o objetivo do presente tra-

balho de pesquisa.
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@

Figura 4.9: Estimativa de densidade para o conjunto de dados Iris sobre uma malha 30 x 30
com vizinhanga (a) v =2,(b) v =3, (c) v =5¢e (d) v = 30.
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Figura 4.10: Comparagio da performance entre 0 HC-Cooperative € o HC-Enhanced para con-
juntos de dados de diferentes tamanhos ¢ 15 dimensdcs.

Os algoritmos foram aplicados aos conjuntos Iris e IDH, além de dois conjuntos de dados
sintéticos com 1000 instancias 10-dimensionais e 10000 instancias 50-dimensionais respectiva-

mente, ¢ ao conjunto de dados Quadripedes que serdao descritos a seguir®.

O conjunto de dados Iris € formado por 150 instancias 4-dimensionais de trés classes de
plantas classificadas de acordo ao comprimento ¢ largura da sépala, e a0 comprimento ¢ largura
da pétala. Essc conjunto de dados € usualmente separado pelos algoritmos de agrupamento em
dois grupos, um deles formado pelas instancias da primeira classe de plantas e o outro pelas
instincias das outras duas classes. Usando os algontmos HC-Coaperative ¢ HC-Enhanced o
primeiro grupo ¢ formado por 92% das instancias da primeira classe, enquanto o segundo grupo
¢ formado por 85% das instancias da segunda e terceira classe. E importante notar que nio
houve falsos positivos nos grupos criados. Esse resultado € usualmente obtido com a maioria
dos algoritmos d¢ agrupamento. Além desses dois grupos, os algoritmos HC geram um grupo
formado por 86% das instincias da segunda classe de plantas. Portanto, ¢ possivel inferir que
existem trés grupos de plantas no conjunto de dados Iris e que dois deles sdo muito similares.
Os algoritmos HC sio capazes de apresentar tal resultado devido & naturcza do processo de
criagiio dos grupos (inais bascado em multiplas projegdes. E importante notar que a separagio

ndo € exclusiva e uma instdncia pode pertencer a mais de um grupo.

O tempo de processamento dos algoritmos [[/C-Cooperative ¢ HC-Enhanced para o con-
junto de dados Iris foi de 0,97s e 0, 14s respectivamente, para uma malha de 40 x 40 uu-

50 conjuntos de dados utilizados, com excegiio de Sint10d e Sim50d, foram tomados do Repositério de Apren-
dizado de Miquina da Universidade da Califérnia, Irvine (http://www.ics.uci.edu/"mlearn/MLRepository).


http://www.ics.uci.eduTmlearn/MLRepository

4.4. RESULTADOS 66

lizando uma vizinhanga v — 6. As densidades méaximas foram 32, 648 para o caso do algoritmo
HC-Cooperative, € 31,502 para o caso do algoritmo HC-Enhanced.

O conjunto de dados IDH armazena informagdes de 173 paises relativas a qualidade de vida
de cada um deles. Esse conjunto de dados possui 9 dimensdes além da classificagdo em termos
de qualidade de vida do pais, a qual ndo foi incluida nos testes. Os algoritmos HC separaram
esse conjunto de dados em dois grupos. O primeiro grupo foi formado pelas primeiras 25 ins-
tancias na classificagdo. O segundo grupo foi formado pelas instincias 48 a 143. As instincias
restantes (26 — 47) foram classificadas como ruido. Da triangulagido de Delaunay da projegio
Fastmap mostrada na Figura 4.11 podemos notar que esse resultado estd de acordo com a dis-
tribui¢do dos dados. Houve um falso positivo no primeiro grupo e 4 e 9 falsos negativos no

primeiro e segundo grupos respectivamente.

Figura 4.11: Triangula¢do de Delaunay da proje¢do Fastmap do conjunto de dados IDH. A
altura e a cor mapeiam a classifica¢do do pais, sendo que o pais melhor classificado € mapeado
como azul-baixo e o pior classificado como vermelho-alto.

O tempo gasto pelos algoritmos para o conjunto de dados IDH foi de 1, 1s (HC-Cooperative)
e 0, 14s (HC-Enhanced), para uma malha de 40 x 40 utilizando uma vizinhanga v = 6. As

densidades maximas foram 54,054 e 51, 615 respectivamente.

O primeiro conjunto de dados sintético, Sintl0d, foi criado com 1000 instincias 10-dimen-
sionais formando quatro grupos, dois deles consideravelmente préximos entre eles, e 20% de
ruido. A aplicagéo dos algoritmos HC a esse conjunto de dados originou os seguintes resultados:
quatro grupos foram obtidos, o primeiro com 88% das instancias originais do primeiro grupo
sintético, o segundo com 100% das instincias do segundo grupo sintético, o terceiro com 88%
das instancias do terceiro grupo sintético, e o quarto com 100% das instancias do tltimo grupo
sintético, ndo se apresentando falsos positivos em nenhum deles. Os segundo e terceiro grupos
apresentaram falsos negativos devido a se encontrarem muito préximos entre eles, o que fez
com que as instancias na fronteira fossem consideradas ruido. Normalmente um tnico grupo
seria gerado a partir desses dois grupos.
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Esse resultado foi methorado utilizando o esquema de melhoramento da projecio apresen-
tado na subse¢do 4.3.2. O agrupamento resultante apresentou 98% de acerto na média depois de
que a proje¢do foi melhorada usando tal esquema. Podemos observar na Figura 4.12a os quatro
grupos com dois deles muito préximos. A Figura 4.12b mostra a proje¢do methorada onde tais

grupos foram separados.

Figura 4.12: Triangulacdo de Delaunay e estimativa de densidade calculada sobre as pro-
jecdes (a) original e (b) methorada de um conjunto de dados sintético com 1000 instincias
10-dimensionais utilizado para os experimentos realizados.

O tempo de processamento para esse conjunto de dados foi de 6,42s (HC-Cooperative)
e 0,93s (HC-Enhanced), para uma matha de 40 x 40 utilizando uma vizinhanga v = 6. As
densidades méaximas foram 45, 601 e 43, 660 respectivamente.

Um segundo conjunto de dados sintético, Sint50d, de 10000 instancias e 50 dimensdes foi

criado com trés grupos e testado com ambos os algoritmos. A saida obtida apresentou trés
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grupos formados pelas instincias dos trés grupos originais, tendo os seguintes erros: o primeiro
grupo teve 1 falso negativo e 4 falsos positivos. O segundo grupo apresentou 9 falsos negativos
e 0 falsos positivos. O terceiro grupo teve 0 falsos negativos e 0 falsos positivos. Isso significa
uma precisio de 99, 9985%, 99, 9973% e 100% para os trés grupos.

O tempo utilizado pelos algoritmos HC-Cooperative ¢ [IC-Enhanced foi de 72, 59s e 20, 26s
respectivamente, para uma malha de 40 x 40 utilizando uma vizinhanga » = 6. As densidades

maéximas foram 46, 1914 e 46, 190 respectivamente,

Finalmente, um conjunto de dados formado por 96487 instdncias 72-dimensionais agru-
padas em quatro classes de quadridpedes (cachorros, gatos, girafa, e cavalos) foi também uti-
lizado para testar os algoritmos. Ambos os algoritmos geraram quatro grupos. O primeiro foi
formado por 90, 80% das instincias da primeira classe (cachorros). Das 25521 instincias in-
cluidas neste grupo, 3480 foram falsos positivos correspondentes a segunda classe (gatos). O
segundo grupo foi formado por 70, 24% das instincias pertencentes a segunda classe (gatos). O
terceiro grupo foi formado por 67, 92% das instincias correspondentes a terceira classe (cava-
los). Finalmente. o quarto grupo foi formado por 33,86% das istdncias pertencentes a terceira
classe (girafas). Nenhum dos trés ltimos grupos apresentaram falsos positivos. 30, 875% das
instdncias do conjunte de dados original foram consideradas ruido. Esse ¢ classicamente um

conjunto de dados de dificil solugio de agrupamento.

O tempo utilizado pelo algoritmo HC-Cooperative para esse ultimo conjunto de dados foi
de 391, 21s, enquanto o tempo usado pelo algoritmo HC-Enhanced foi de 201, 5s, para uma
malha de 40 x 40 utilizando uma vizinhanga v = 6. As densidades maximas foram 56,02 ¢

55, 98 respectivamente.

A Tabela 4.8 resume esses resultados, apresentando uma comparagio entre ambos os algo-

ritmos tanto em termos de tempo de processamento como da qualidade do agrupamento.

HC-Cooperative HC-Enhanced
Conjunto || Precisao | Tempo Falsos Falsos Precisio | Tempo Falsos Falsos
de dados média positivos | negativos positivos | negativos ||
Iris 87667 | 0,97s 0 19 87,667 | 0.1ds 0 19
IDH {91,907 1,108 1 13 91,907 | 0.14s 1 3
T Sint10d 94,0 6, 42s 0 60 98.0) 0,93s 0 20 ]
Sint50d 99,9986 | 72,39s 4 10 99,9986 | 20, 26s 4 10
“Quadripedes || 63,518 | 391,21s 3480 29670 65,518 | 201,3s 3480 20670

Tabela 4.8: Resultados dos algoritmos HC-Cooperative e HC-Enhanced sobre diferentes con-
juntos de dados em termos de precisdo do agrupamento e tempo de processamento (Tejada e
Minghim, 2003).

Podemos observar que o tnico conjunto de dados ao qual foi necessério aplicar o processo
de melhoramento de projegdes foi Sintl0d. A decis@io de utilizar tal melhoramento deve-se
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aos resultados visuais apresentados durante o processamento, nos quais pode-se observar que
existiam grupos muito proximos que poderiam ser separados. Os conjuntos de dados restantes
apresentaram grupos bem definidos nas proje¢des originais ou, no caso do conjunto de dados
Quadriapedes, a métrica utilizada ndo era apropriada para separar os dois tltimos grupos de-
vido a se encontrarem “‘sobrepostos” no cspago Euclidiano. Pela mesma raziio, o processo
de melhoria das proje¢des ndo separou tais grupos, obtendo-se o mesmo resultado ao obtido
com o algoritmo HC-Cooperative. Além disso, essa sobreposi¢do de grupos teve cfeito no
desempenho dos algoritmos em termos do tempo de processamento, considerando que o dnico

caso de melhoria de desempenho abaixo de 70% foi esse.

4.5 Consideracoes Finais

O presente capitulo apresentou os resultados da pesquisa desenvolvida. Apresentamos as me-
lhorias realizadas ao algoritmo original de Aggarwal, HC-Cooperative, em termos de tempo de
processamento e qualidade do agrupamento, que originaram a versdo denominada /IC-Enhanced.
Posteriormente apresentamos comparagoes cntre ambos os algoritmos em termos de tempo de
processamento. Os resultados mostraram uma redugdo do tempo de processamento maior que
87% na maioria dos casos. Unicamente dois dos conjuntos dec dados apresentaram melhorias
entre 50% e 70%. Finalmente, resultados sobre a qualidade do agrupamento foram apresentados
e se observou um melhor agrupamento por parte do algoritmo HC-Enhanced quando os grupos

se encontram muito proximos nas projecoes utilizadas.

O préximo capitulo serd dedicado a apresentar as conclusées obtidas durante o desenvolvi-

mento da pesquisa, assim como os trabalhos futuros a screm realizados nessa linha.



CAPITULO

5

Conclusoes e Trabalhos Futuros

A mineracao visual de dados € uma area de pesquisa que vem ganhando importancia nos ultimos
anos. As vantagens geradas do trabalho cooperativo entre o usudrio ¢ 0 computador [azem com
que os algoritmos visuais constituam alternativas poderosas frente a algoritmos de mineragio
classicos. Os algoritmos de agrupamento visual t€ém sido o foco de pesquisas recentes, entre

eles a abordagem apresentada por Aggarwal (Aggarwal, 2001).

Neste trabalho propusemos um aprimoramento do algoritmo de Aggarwal //C-Cooperative,
para reduzir seu tempo de processamento, melhorar a qualidade do agrupamento, ¢ permitir uma
melhor interagdo com o usudrio. As vantagens do algoritmo HC-Cooperative sio significativas
para o entendimento do usudrio sobre a origem dos dados. Durante o processo de agrupamento
0 usudrio ganha um conhecimento mais profundo sobre os dados e, portanto, sobre o dominio

do qual os dados foram gerados.

O algoritmo HC-Cooperative lida eficientemente com outliers ¢ dados multidimensionais,
diminuindo a perda de informagZo originada pelo processo de redugio de dimensionalidade
realizando agrupamento cm mdaltiplos subespagos. A informagdo sobre os grupos gerados em
cada subespaco ¢ combinada para criar os grupos finais, permitindo a defini¢do de uma métrica
para a consisténcia dos grupos com as respostas fornecidas pelo usudrio. Essa métrica € total-
mente independentc da aplicagdo, o que ¢ uma vantagem importante desse algoritmo. Porém,
devido ao alto custo computacional dos processos envolvidos, o algoritmo nio pode ser aplicado

a grandes conjuntos de dados sem incrementar o tempo de resposta atingindo niveis proibitivos.
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Como a interatividade € um assunto chave nas técnicas de minerag¢do visual, tais como o algo-
ritmo de Aggarwal, o tempo de resposta deve ser suficientemente baixo para permitir um ciclo
continuo entre usuario ¢ computador.

Os aprimoramentos realizados neste trabalho para diminuir o tempo de processamento, con-
seguiram adicionar essa caracteristica ao algoritmo /{C-Cooperative melhorando seu nivel de
escalabilidade. Dos resultados obtidos podemos observar que o ganho em tempo de processa-
mento € consideravelmente alto. A redugdo do tempo de processamento foi maior que 87% na
maioria dos casos. Unicamente dois dos conjuntos de dados apresentaram melhorias entre 50%
e 70%. A qualidade do agrupamento gerado pelo algoritmo original é mantida e melhorou-se a

interatividade da abordagem.

Também foi desenvolvido um mecanismo para melhorar os resultados do algoritmo quando
dois ou mais grupos estao muito préximos entre eles em relagio ao dominio total do subespago
projetado. Isso € realizado deslocando os pontos de dados projetados segundo uma heuristica
de otimizacio baseada na relagdo entre as distincias nos espagos original e projetado. Isso per-
mitiu uma defini¢do de uma medida genérica de qualidade de projecdes geradas com técnicas
de redugio de dimensionalidade. Nos testes, dois conjuntos de dados (Sint10d e Quadripcdes)
poderiam se beneficiar da melhoria da qualidade da proje¢io. Em um deles (Sint10d) a abor-
dagem proposta foi eficaz, enquanto no outro (Quadriipedes) ndo existe caracteristica nos dados

capaz de distinguir os grupos cxistentes.

Como trabalho futuro podemos mencionar a necessidade de mecanismos para melhorar a
interagdo entre o usudrio e o computador para aumentar a interferéncia do usuario durantc o pro-
cesso de agrupamento, tornando a abordagem aplicdvel a um niimero maior de situages. Seria
também desejavel permitir uma especificagio dos grupos em miltiplas visualizagdes utilizando
diferentes técnicas de visualizagdo de informagio e de interagéio de forma que se aumente a

precisiio da especifica¢do de grupos dirigida pelo usudrio.

A inclusdo de mecanismos rapidos de projecdo ¢ também necesséria para obter uma maior
reduciio no tempo de processamento. A aplicagdo de tais mecanismos deve ser estudada con-
siderando a idéia original de Aggarwal de encontrar os subespagos bidimensionais nos quais as

instincias concentram-se em grupos bem definidos.

Também ¢é importante ressaltar que uma das principais dificuldades encontradas no agru-
pamento baseado em densidade € o tratamento de dados categdricos ou dados ndo continuos.
O fato da malha bidimensional que armazena a densidade precisar de posi¢des espaciais para
calcular a estimativa de densidade origina um problema importante que deve ser estudado. A
extensio do algoritmo HC-FEnhanced para agrupar dados categdricos € um trabalho que deve

ser abordado em pesquisas futuras.
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