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RESUMO

Souza S. Sistema de reconhecimento de caracteres numéricos manuscritos baseado nas
redes neurais artificiais paraconsistentes [Dissertagdo]. S&o Paulo: Faculdade de
Medicina, Universidade de Sdo Paulo; 2013.

O reconhecimento de padrdes por computador é uma das mais importantes ferramentas
da Inteligéncia Artificial presente em inimeras areas do conhecimento com aplicagdes
em diversos setores, incluindo o reconhecimento de caracteres. O objetivo da
dissertagé@o se concentra na investigacdo de um processo computacional automatizado -
Sistema Computacional Paraconsistente - capaz de reconhecer Caracteres Numéricos
Manuscritos e Caracteres Magnéticos Codificados em 7 Barras utilizados em cheques
bancarios brasileiros, fornecendo uma fundamentacdo técnica para reconhecer
documentos e imagens digitalizadas e, também, sinais biol6gicos. Embora haja varios
estudos em reconhecimento de caracteres, optou-se pelo estudo desse tema devido a sua
intrinseca importancia e constante desenvolvimento, além de possibilitar adaptacGes
para fazer o reconhecimento de diferentes tipos de sinais como, por exemplo, sinais
biolégicos. A metodologia adotada para essa tarefa se baseia nas Redes Neurais
Artificiais Paraconsistentes por se tratar de uma ferramenta com capacidade de trabalhar
com dados imprecisos, inconsistentes e paracompletos sem o perigo de trivializagdo. O
processo de reconhecimento desse sistema € realizado a partir de algumas caracteristicas
do caractere previamente selecionadas com base em algumas técnicas do Grafismo e
realiza-se a analise dessas caracteristicas bem como o reconhecimento do caractere
através das Redes Neurais Artificiais Paraconsistentes O sistema foi construido para
reconhecer caracteres numéricos com um padrdo previamente definido, onde adotou-se
os Caracteres Magnéticos Codificados em 7 Barras utilizados em cheques bancarios e,
posteriormente, o sistema foi aperfeicoado para fazer o reconhecimento de Caracteres
Numéricos Manuscritos. Para a validacdo do estudo proposto apresentou-se dados reais,
a saber, lotes de cheques e caracteres numéricos manuscritos digitalizados onde o
sistema apresentou 97,85% de acertos para os Caracteres Magnéticos Codificados em 7
Barras e 91,62% de acertos para Caracteres Numéricos Manuscritos. O resultado obtido
demonstra que o sistema é robusto o suficiente e pode servir de estudo para a analise de
sinais em areas correlatas com nivel de precisao semelhante.

Descritores: Logica; Inteligéncia artificial; Reconhecimento automatizado de padréo;
Escrita manual; Redes neurais (computacdo); Processamento de imagem assistida por
computador; Sistemas de computacao.



ABSTRACT

Souza S. Handwritten numeric character recognition system based on paraconsistent
artificial neural network [Dissertation]. S&o Paulo: Faculdade de Medicina,
Universidade de S&o Paulo; 2013.

Computer pattern recognition is one of the most important Artificial Intelligence tools
present in numerous knowledge areas with applications in several themes, including the
character recognition. The aim of this dissertation is the investigation of an automated
computational process - Paraconsistent Computational System - able to recognize
Handwritten Numeric Characters and Magnetic Ink Character Recognition used on
Brazilian bank checks furnishing a technical basis to recognize digital documents,
digital images and biological signals. Although there are several studies on character
recognition, it was chosen to study this theme due to its intrinsic importance and
constant improvement, besides enabling adjustments to the recognition of different
kinds of signals such as, biological signals. The methodology employed for the task is
based on Paraconsistent Artificial Neural Networks for being a tool with the ability to
work with imprecise, inconsistent and paracomplete data without trivialization. The
recognition process of this system is performed from some previously selected character
features based on some Graphics techniques and, it performs the analysis of these
features as well as the character recognition are performed through the Paraconsistent
Artificial Neural Networks. The system was built to recognize numeric characters with
a previously defined pattern where it was chosen the Magnetic Ink Character
Recognition used on Brazilian bank checks and then the system was improved to
recognize handwritten numeric characters. It was presented real data as checks’ batches
and scanned handwritten numeric characters to validate the proposed study and the
system reached 97.85% hits for Magnetic Ink Character Recognition and 91.62% hits
for Handwritten Numeric Characters. The obtained result demonstrates that the system
is robust enough for signal analysis study in correlated areas with similar precision
level.

Descriptors: Logic; Artificial intelligence; Pattern recognition, automated;
Handwriting; Neural networks (computer); Image processing, computer-assisted,;
Computer systems.



1 INTRODUCAO

Neste trabalho apresenta-se um sistema computacional automatizado para
reconhecimento de caracteres numeéricos manuscritos e caracteres numéricos com um
padrdo previamente determinado denominado Sistema Computacional Paraconsitente.

O reconhecimento é realizado a partir de algumas caracteristicas previamente
selecionadas de cada caractere com base em algumas técnicas do Grafismo como
valores curvilineos, altura, largura e direcéo.

Dentre as varias técnicas da Inteligéncia Artificial optamos por trabalhar com a
Rede Neural Artificial Paraconsistente (RNAP) pela sua capacidade de tratar dados
imprecisos, inconsistentes e paracompletos.

Nessa pesquisa sobre reconhecimento de padrdes optou-se pelo estudo de
reconhecimento de caracteres visto que, embora haja varios estudos nesse ramo, essa
area encontra-se em constante desenvolvimento, além de possibilitar adaptacdes para

fazer o reconhecimento de diferentes tipos de sinais em diversas areas de conhecimento.

1.1 Objetivo

O objetivo desta dissertacdo se concentra na investigacdo de um processo

computacional automatizado de reconhecimento de caracteres numéricos manuscritos,
caracteres com um padrdo previamente determinado como Caracteres Magnéticos
Codificados em 7 Barras (CMC-7) utilizados em cheques bancarios e, impressos
digitalizados. Esse estudo possui relevancia imediata no estudo de sistemas
computacionais de analise e reconhecimento de informacdes, relevantes na area medica
e sinais bioldgicos.
Segundo Dedgaonkar et al. (2012) existem varios métodos disponiveis para
reconhecimento de caracteres como: Clustering (agrupamento automatico de dado
conforme grau de semelhanca), Extracdo de Caracteristicas, Pattern Matching (anélise
da forma do caractere e comparacdo de suas caracteristicas) e Rede Neural Artificial
(RNA).



Neste trabalho optou-se pela utilizagdo de uma RNA especial, a RNAP, por ser
uma rede capaz de tratar dados imprecisos, contraditorios e paracompletos sem o perigo
de trivializacdo. Também a escolha por tal rede reside no fato de as RNAPs terem sido
empregadas com éxito em algumas aplicagdes com as caracteristicas apontadas (Lopes,
2009; Mario, 2006; Prado, 1996; Prado, 2007; Amaral, 2013).

Para a finalidade do trabalho, utilizou-se uma arquitetura conveniente assentada

nas RNAPSs e, apresenta-se aplicacdo com dados reais para sua validagéo.

1.2 Inteligéncia Artificial (1A)

As técnicas de IA podem ser definidas como métodos que visam explorar o
conhecimento a ser representado de modo que: capture generalizacdes; seja
compreendido por pessoas que necessitam supri-lo; seja facilmente modificavel; seja
utilizado em vérias situacdes, mesmo quando ndo totalmente preciso ou completo e; seja
utilizado para superar seu proprio volume ao ajudar estreitar a faixa de possibilidades.
(Rich; Knight, 1993)

Um sistema de 1A possui trés componentes fundamentais: representacdo, que
armazena o conhecimento; raciocinio, que aplica o conhecimento armazenado em
resolucdo de problemas e; aprendizagem, que a partir de experiéncias adquiri novos
conhecimentos (Kato et al., 1999; Luger, 2004; De Mendonca, 2008).

Alguns problemas que podem ser destacados dentro do escopo da IA s&o: jogos,
provas de teoremas, resolucdo de problemas gerais, percep¢do (visdo e fala),
compreensdo da linguagem natural, resolucdo de problemas especializados (matematica
simbolica, diagnose médica, analise quimica, projeto de engenharia) etc. (Rich; Knight,
1993).

Os métodos utilizados pela TA, usualmente denominados “inteligentes”, sdo

amplamente utilizados em reconhecimento de padrdes (Silva, 2006).



1.2.1 Utilizacéo da IA na automatizacéo do processo de reconhecimento de padrdes

Para os propositos do estudo a seguir, um padrdo é uma entidade que possui
caracteristicas simbolicas ou numéricas que podem ser extraidas (Silva, 2006).

O objetivo das técnicas computacionais de reconhecimento de padrdes é agrupar
padrdes que compartilham determinadas semelhancas de uma maneira eficiente (Silva,
2006).

A naturalidade inerente do ser humano nas habilidades de reconhecimento de
padrbes como som, formas, imagens, além de outras, abstraem as complexidades
cognitivas que estdo por trés delas. Ao tentar reproduzir tais habilidades artificialmente
em um computador essas complexidades se tornam evidentes desafiando assim a
comunidade cientifica dessa area (Silva, 2006).

Segundo Silva (2006), o reconhecimento de padrdes por computador é uma das
mais importantes ferramentas da IA que estd presente em inUmeras areas do
conhecimento e encontra aplicacdes diretas em visdo computacional, reconhecimento de

faces, identificacdo de digitais, reconhecimento de caracteres, entre outras.

1.3 Reconhecimento de caracteres numéricos

O reconhecimento de caracteres, uma das mais conhecidas e exploradas
modalidades de reconhecimento de padrdes, consiste em caracteristicas extraidas de um
conjunto de caracteres e seu objetivo € tentar reproduzir a capacidade humana de ler
textos (Mantas, 1986; Silva et al., 2001; Ferrara, 2003).

Essa tecnologia pode ser dividida em dois tipos: OCR (Optical Character
Recognition) e ICR (Intelligent Character Recognition). (Duneau, 1994; Hertz et al.,
1991).

OCR ¢ uma tecnologia que faz o reconhecimento Optico de caracteres, o que
permite o reconhecimento de caracteres de texto em imagens (De Mendonga, 2008).

A funcionalidade e o ramo de atividade de um sistema OCR podem ser
identificados pelo seu algoritmo. Segundo De Mendonga (2008) e Mantas (1986)

algumas funcionalidades sdo:
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Edicdo de texto impresso;

Traducdo de texto;

Segmentacao de caracteres e extracdo de caracteristicas;

Reconhecimento de textos manuscritos.

ICR ¢é um tipo de OCR avancado que faz uso de RNAs para o reconhecimento de
caracteres impressos, diferentes formas de escritas manuscritas e codigo de barras. E
utilizado para reconhecer dados de formularios impressos ou desenhados através de
ferramentas de desenho (De Mendonga, 2008).

O funcionamento basico dos sistemas que utilizam essas tecnologias é descrito a
seguir: receber a imagem; processar de forma que possa entendé-la; comparar com um
padrdo e; aplicar um processo de reconhecimento. Assim, tenta-se criar dispositivos e
algoritmos capazes de localizar objetos, classificar padrdes e detectar relacdes entre eles
(Ferrara, 2003).

O objetivo da técnica de reconhecimento dos caracteres é classificar as palavras a
partir das informacdes geradas pela extracdo das suas caracteristicas. Em sistemas de
reconhecimento de padrdes a maior dificuldade estd em determinar o conjunto de
caracteristicas passiveis de extracdo devido a interferéncia de erros e/ou ruidos (Ferrara,
2003).

O desempenho de um sistema automatico de reconhecimento depende
fundamentalmente da qualidade dos documentos nas suas formas original e digital.
Apbs a captura e digitalizacdo da imagem alguns processos como realces, remocao de
linhas, de sublinhados e de ruidos, além de outros, sdo necessarios para compensar uma
qualidade nos originais e nas imagens digitalizadas. No tratamento da imagem e do
texto, os problemas geralmente relacionados sdo: ruido, distor¢do, variacdo de estilo,
translagéo, escala, rotacdo, texturas e tracos (Silva et al., 2001; De Mendonga, 2008;
Suen et al., 1980; Engelbrecht, 2007).

Para o reconhecimento de caracteres utilizam-se técnicas de reconhecimento de
padrdes, entre elas, as mais comuns sdo: estatisticas (teoria de decisdo), sintaticas
(estruturais) e baseadas em RNAs (Ferrara, 2003).

Dentre as etapas do processo de reconhecimento a segmentacdo de caracteres

depende da forma, padréo e caracteristicas de como as palavras foram escritas. Para a
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segmentacdo de caracteres ndo conectados, 0 método baseado em histogramas de
projecao é bastante utilizado (Duda; Hart, 1973; De Mendonca, 2008).

Para reconhecer letras e nimeros, manuscritos e cursivos séo utilizadas técnicas de
RNA, que se preocupam mais em reconhecer elementos genéricos de palavras e padroes
de “loops” do que na classificagdo individual dos caracteres. (Suen et al., 1980; De
Mendonca, 2008).

Nesse projeto optou-se pelas RNAPs para o processo de reconhecimento de
caracteres numeéricos por ter a capacidade de trabalhar com dados imprecisos,
inconsistentes e paracompletos (Abe, 1992). Por se tratar de caracteres numéricos
digitalizados, eles estdo sujeitos a diversos tipos de ruidos que, possivelmente, podem
gerar dados inconsistentes. Assim, espera-se que as RNAPs tenham um melhor
desempenho do que as RNASs usuais.

Por se tratar de uma nova teoria escrevemos no capitulo 2 um resumo dos
principais conceitos da RNAP, desde a sua fundamentacdo originada das Ldgicas

Paraconsistentes Anotadas.

1.4 Grafismo

O Grafismo possui varios tratamentos, dentre eles, a Grafoscopia e a Grafologia.
Tais tratamentos sdo importantes para a definicdo dos laudos dos peritos da area
criminalista, que sdo responsaveis pela analise confiavel de assinaturas manuscritas
(Justino, 2001, 2002; Santos, 2004; Gomide, 2005).

A Grafoscopia, desenvolvida para esclarecer questdes criminais, € conceituada
como uma area responsavel pela verificacdo da autenticidade de um documento que
determina as caracteristicas gréaficas na elaboracdo do mesmo (Gomide, 2005).

A Grafologia permite diferenciar um autor do outro através das caracteristicas que
determinam os aspectos psiquicos do autor.

As técnicas utilizadas para exame das identidades graficas da Grafoscopia e

Grafologia podem ser visualizadas na Figura 1.
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Figura 1 - Diagrama das abordagens do Grafismo, Grafoscopia e Grafologia (Santos, 2004)

Os sistemas de reconhecimento de assinatura, por exemplo, tem evoluido através
do estudo e simulacdo dos critérios adotados por peritos da area criminalista utilizando
técnicas de computacao e processamento de imagens.

Para a realizacdo deste trabalho o processo de extracdo de caracteristicas do
caractere numerico, a principio, sera realizado com base nos fundamentos dessa técnica

e, que sera utilizada de modo a ser tratada pelas RNAPs.

1.5 Reconhecimento de padrdes na area médica

Atualmente o Prontuéario Eletronico do Paciente (PEP) tem se apresentado como
uma importante ferramenta que aperfeicoou o cadastro do paciente, a leitura e
interpretacdo dos pedidos de exames, agilizou a conduta do médico, além de reduzir o
volume de papeis e ligacdes telefonicas entre médicos e laboratoristas para esclarecer
duvidas (Massad et al., 2003; Jatene et al., 2012).

A técnica de Reconhecimento de Padrdes pode ser aplicada em alguns ramos da
area médica como sistemas administrativos de relatérios medicos por codigo de barras,
onde um paciente pode ser identificado pelo codigo de barras. Ultimamente ha alguns

estudos para implantagdo do PEP em dispositivos mdveis com o intuito de minimizar o



namero de erros referentes a interpretacdo equivocada de prescricdo médica e tornar as
informacdes completas do paciente mais acessiveis, de forma &gil e atualizada, aos
profissionais da satde (Murakami et al., 2004; Martha et al., 2006). Uma das solucdes
estudadas pelo Instituto do Coracdo (INCOR), por exemplo, utiliza codigos de barra
para identificar os leitos e os pacientes e, através de dispositivos moveis com aplicativos
capazes de ler codigos de barras, os medicos e enfermeiras podem rapidamente
identificar o paciente e ter acesso ao prontuario completo do mesmo (Murakami et al.,
2004). Nesse caso 0 estudo proposto nesse trabalho tem aplicacdo no processo de
reconhecimento do codigo de barras.

Segundo Lira (apud Massad et al., 2003) os novos Sistemas de Informagéo
Laboratorial utilizam um protocolo especifico nos tubos de coleta para fazer a devida
identificacdo do mesmo e, posteriormente, faz a leitura desse protocolo para identificar
0 material coletado nos demais processos para elaboracdo do laudo do exame. Esse
poderia ser um outro ramo de aplicacdo do estudo proposto para o reconhecimento
desse protocolo especifico.

Segundo Tachinardi e Furuie (apud Massad et al., 2003) documentos manuscritos
sdo arquivados no PEP como imagens digitalizadas. O reconhecimento da informagéo
contida nesses manuscritos também seria uma aplicacdo do estudo proposto nesse
trabalho.

Aplicacdes futuras podem ser direcionadas para compressao, encriptacdo e
decriptacdo de dados. Compressdo devido ao alto volume dados armazenados no PEP
diariamente e, encriptacdo e decriptacdo devido a necessidade de manter a seguranca € 0

sigilo das informacGes conforme necessidade.



2 REVISAO DA LITERATURA

2.1 Rede Neural Artificial

O cérebro humano possui aproximadamente 10 bilhées de neurbnios formando
uma gigantesca rede neural capaz de processar informacdes através das conexdes
existentes entre os neurénios, conhecidas como sinapses. Cada neurdnio realiza entre
mil a dez mil sinapses.

Grosso modo, um neurénio biolégico compde-se por um corpo celular denominado
soma e por diversas ramificacdes. Essas ramificacdes, conhecidas como dendritos,
conduzem os sinais das extremidades para o corpo. Existe também uma ramificacéo,
geralmente Unica, denominada axdnio, responsavel por conduzir os sinais para outros

neurdnios atraves das sinapses (Figura 2) (Haykin, 1994).

Dendrmtos

Sora Espago sindptico

Axbnio Dendntos

Extrernidade
de v axdnio

Figura 2 - Neur6nio biolégico

A teoria das RNAs sdo paradigmas computacionais baseados em modelos
matematicos que a despeito das computacGes tradicionais possui uma estrutura e
operacdo que, grosso modo, tentam “imitar” o funcionamento do neurénio bioldgico
humano.

Tais redes também sdo conhecidas como sistemas conexionistas, sistemas paralelos
distribuidos ou sistemas adaptativos, pois sdo compostos por uma série de elementos de

processamento interconectados que operam em paralelo.



Um dos objetivos originais das RNAs é entender e modelar as caracteristicas
funcionais e propriedades computacionais do cérebro quando executa processos
cognitivos tais como percepcdo sensorial, categorizacdo de conceitos, associacdo de
conceitos e aprendizado. Entretanto, hodiernamente um grande esforco esta direcionado
nas aplicagdes que envolvem reconhecimento e classificagdo de padrdes, compressao de
dados e otimizacéo.

Uma RNA genérica pode ser definida como um sistema computacional consistindo
de um conjunto de elementos de processamento altamente interconectados,
denominados neurdnios artificiais, o qual processa uma informag¢éo como resposta a um
estimulo externo. Um neur6nio artificial é uma representacdo simplificada que emula a
integracdo de sinais e dispara no limiar comportamento dos neurdnios biolégicos por
meio de equacBes matematicas.

Como em sua contraparte bioldgica, neurbnios artificiais sdo limitados
conjuntamente por conexdes que determinam o fluxo de informagbes entre os
neurdnios. Estimulos sdo transmitidos de um processamento a outro via sinapses ou
interconexdes, que podem ser excitatdrios ou inibitivos. Se o input a um neurdnio é
excitatorio, € mais provavel que este neurdnio transmita um sinal excitatorio aos outros
neurbnios a ele conectados. Um input inibitério provavelmente se propagard como
inibitdrio (Haykin, 1994).

RNAs dispdem-se tipicamente em “camadas” (Figura 3). Cada camada em uma
rede neural constitui um arranjo de elementos processadores ou neurdnios. Informacoes
fluem através de cada elemento na forma de input-output. Em outras palavras, cada
elemento recebe um sinal de input, manipula-o e encaminha um sinal de output a outros

elementos conectados na camada adjacente.
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Figura 3 - Rede neural artificial — esquema geral

Assim como o cérebro humano é capaz de aprender e tomar decisdes baseadas na
aprendizagem, uma RNA permite que um sistema de processamento seja capaz de
armazenar conhecimento baseado em experiéncias e disponibilizar este conhecimento
para aplicagéo.

Esse comportamento inteligente advém das interacBes entre as unidades de
processamento da rede que, em sua constituicdo, possui Varias unidades de
processamento com uma série de neurdnios artificiais conectados entre si.

Sendo assim, a capacidade de aprendizado, ou seja, a capacidade de auto ajustar-se
na tentativa de reconhecer padrdes a partir das informagdes fornecidas, destaca-se talvez
como a maior vantagem apresentada pelas RNAS.

O primeiro modelo de neurdnio artificial (Figura 4) foi proposto por McCulloch e
Pitts (1943). Ele constitui-se um modelo “simples” e a intengdo deles era de se obter um
modelo tedrico do neurdnio bioldgico, considerando-o basicamente como um circuito
binario. Hoje sabe-se que tal teoria & extremamente poderosa e provou-se ser

equivalente a maquina de Turing, por exemplo (Arbib, 1987).
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Figura 4 — Modelo simplificado de neurénio artificial de McCulloch e Pitts (1943)

Uma outra teoria, hoje classica, o “Perceptron”, foi inicialmente utilizado em
reconhecimento de caracteres. Como no caso anterior, observamos que 0 perceptron
também faz uso de neurdnios binarios. Independentemente, porém, semelhante a esses
estudos, Widrow e Lehr (1990) propuseram o ADALINE (ADAptive Linear NEuron).
Para formar uma RNA, Widrow construiu 0 MADALINE, que grosso modo considera
como regra o voto de “maioria”. Minsky e Papert (1988) investigaram

pormenorizadamente o Perceptron usando argumentos geométricos e 16gicos.

2.2 Ldgica Paraconsistente

Como este trabalho apoia-se fortemente em conceitos da Logica Paraconsistente, a
seguir apresenta-se um resumo da mesma, com base em Abe (1992).

A Légica Paraconsistente teve como precursores o légico russo N. A. Vasil'ev e 0
I6gico polonés J. Lukasiewics. Ambos, em 1910, independentemente, publicaram
trabalhos nos quais tratavam da possibilidade de uma l6gica que ndo eliminasse, ab
initio, as contradicdes. Todavia, os trabalhos desses autores, no tocante a
paraconsisténcia, se restringiram a Ldgica Aristotélica tradicional. Somente em 1948 e
1954 que o logico polonés S. Jaskowski e o logico brasileiro N.C.A. da Costa,
respectivamente, embora independentemente, construiram a Ldgica Paraconsistente.
Também, independentemente dos trabalhos de Da Costa, 0 lI6gico D. Nelson sugeriu em
1959 uma Lobgica Paraconsistente como uma versdo de seu sistema conhecido como

Logicas Construtivas com negacdo forte.
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Jaskowski formalizou um cdalculo proposicional paraconsistente denominado
Calculo Proposicional Discursivo (ou Discussivo), ao passo que Da Costa desenvolveu
varias ldgicas paraconsistentes contendo todos os niveis ldgicos. Seus sistemas séo
conhecidos como sistemas C, (I < n < ®). Da Costa desenvolveu calculos
proposicionais, calculo de predicados, l6gicas de ordem superior (na forma de teoria de
conjuntos) e calculo de descricoes.

Seja T uma teoria fundada sobre uma logica L, e suponha-se que a linguagem de T
e de L contenha um simbolo para a negacdo — se houver mais de uma negacao, uma
delas deve ser escolhida, pelas suas caracteristicas 16gico formais. T diz-se inconsistente
se ela possuir teoremas contraditorios; isto €, um é a negacdo do outro; caso contrario, T
diz-se consistente. T diz-se trivial se todas as formulas de L — ou todas as formulas
fechadas de L — forem teoremas de T; em hipotese contraria, T diz-se ndo-trivial.

Analogamente, a mesma definicdo aplica-se a sistemas de proposi¢des, conjunto de
informagdes, etc. (levando-se em conta, naturalmente, o conjunto de suas
consequeéncias).

Na Ldégica Classica e em muitas categorias de logica, a consisténcia desempenha
papel deveras importante. Com efeito, na maioria dos sistemas Idgicos usuais, uma
teoria T é trivial, entdo T é inconsistente e reciprocamente.

Uma ldgica L chama-se Paraconsistente se puder servir de base para teorias
inconsistentes, mas ndo-triviais.

Outro conceito significativo para o que se segue é o de Logica Paracompleta. Uma
I6gica L chama-se Paracompleta se ela puder ser a I6gica subjacente a teorias nas quais
se infringe a lei do terceiro excluido na seguinte forma: de duas proposicdes
contraditérias, uma delas é verdadeira. De modo preciso, uma logica se diz
paracompleta se nela existirem sistemas néo-triviais maximais aos quais ndo pertencem
uma dada formula e sua negacéo.

Finalmente, uma ldgica L denomina-se N&ao-Alética se L for Paraconsistente e

Paracompleta.
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2.2.1 Logicas Paraconsistentes Anotadas Qt

As Logicas Anotadas sdo uma familia de Ldgicas Nao-classicas que foram
inicialmente empregadas em programacdo logica e subsequentemente estudadas por
varios autores: Da Costa, Akama, Abe, entre outros. Abe fez um estudo detalhado de
seus fundamentos, bem como prosseguiu nas aplicacfes, tendo divulgado através de
varios colaboradores.

As Logicas Anotadas constituem, em geral, Logicas Paraconsistentes,
Paracompletas e N&o-aléticas, dependendo do reticulado associado que veremos com
mais detalhes adiante.

As Ldgicas Anotadas, desde a sua descoberta, tém sido aplicadas em inumeras
direcbes: por volta de 1993, Abe juntamente com seus discipulos implementou a
linguagem de programagdo paraconsistente Paralog independentemente de
Subrahmanian. Tais ideias aplicaram-se na construcdo de um prototipo e especificacdo
de uma arquitetura baseada na LoOgica Paraconsistente Anotada que integra varios
sistemas computacionais — planejadores, base de dados, sistemas de visdo, etc. de uma
celula de manufatura e representacdo de conhecimento por Frames, permitindo
representar inconsisténcias e excegbes. Em circuitos digitais, obteve-se a
implementacdo das portas I6gicas Complement, And e Or. Tais circuitos permitem
sinais “conflitantes” implementados em sua estrutura de modo ndo-trivial. Acredita-se
que a contribuicdo dos circuitos elétricos paraconsistentes seja pioneira na area dos
circuitos elétricos, abrindo-se novas vias de investigacGes. Nas pesquisas ainda sobre
hardware, foi a edificacdo do analisador l6gico — Para-analisador - que permite tratar
conceitos de incerteza, inconsisténcia e paracompleteza. Também foram construidos
controladores 1dgicos baseados nas Logicas Anotadas — Paracontrol, simuladores
l6gicos — Parasim, tratamento de sinais — Parasdnico. Como materializacdo dos
conceitos implementados construiu-se o primeiro robé paraconsistente com o hardware
paraconsistente: a robd Emmy. O projeto teve sequéncia com o prototipo Il da Emmy e
Emmy Il que incorporaram diversas melhorias. Um outro robd paraconsistente
construido com o software baseado na Ldgica Anotada denominou-se Sofya e muitos
outros protétipos subsequentes foram construidos: Amanda, etc.

Os sistemas anotados também abarcam aspectos dos conceitos envolvidos em

raciocinio ndo-monotdnico, defesiable, default e dedntico.
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Versbes de Logicas Anotadas também envolvem muitos aspectos das Logicas
Fuzzy. Isto pode ser visto sob varios angulos. A Teoria Anotada de Conjuntos engloba
in totun a Teoria de Conjuntos Fuzzy. Versfes axiomatizadas de algumas formulac6es
da Teoria Fuzzy foram obtidas. Foi erigido o controlador hibrido Para-fuzzy que une
caracteristicas das Logicas Anotadas e Fuzzy. Adotando-se um reticulado particular, o
Para-analisador anteriormente citado foi utilizado em Engenharia de Producdo como
ferramenta de teoria da decisdo nos processos decisorios, sendo aplicado em diversos
temas da area. Finalmente, aspectos algébricos também foram investigados por Abe e
outras algebrizac@es interessantes tém sido estudadas por varios autores.

A Rede Neural Artificial Paraconsistente foi construida tendo por base essa légica.
Os textos sobre Logica Paraconsistente e Ldgica Paraconsistente Anotada Qt séo
baseados em Abe (1992, 2001) e Da Costa et al. (1999).

2.2.2 Logica Paraconsistente Anotada Evidencial Et

A Ldgica Paraconsistente Anotada Evidencial Et (Logica Et), possui a propriedade
de acolher os conceitos de incerteza, inconsisténcia e paracompleteza em sua estrutura
linguistica, permitindo atingir, capturar e refletir melhor as nuances da realidade (Abe,
2006).

Uma proposicdo atdmica da linguagem da Légica Et pode ser representada por
P, »), onde p e A sdo elementos do intervalo [0, 1]. (Abe 1992)

Dentre varias leituras intuitivas, pq.), pode ser lida como: p € a evidéncia
favoravel expressa pela proposicdo p e A a evidéncia desfavoravel ou contraria expressa
pela proposicdo p. Por exemplo:

p: “Pedro estad com febre”
p=0,3
A=0,8
Intuitivamente, p(o 3. 0.8 pode ser lida
“Pedro esta com febre com evidéncia favoravel de 30% e evidéncia desfavoravel (ou

contraria) de 80%"”
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Uma outra leitura da anotacdo (p, 1) € dada no exemplo a seguir:

p: “Ha fantasmas no antigo Edificio Joelma”
n=0,6
A=09
“Hé fantasmas no antigo Edificio Joelma com crenca favoravel de 60% e crenca

desfavoravel (ou contraria) de 90%”

Os conectivos da Légica Et sdo como usualmente: negacdo, conjuncéo, disjuncéo,
implicacdo e bi-implicacdo (Abe, 1992).

A negacdo da Ldgica Et possui propriedades interessantes. Isso pode ser ilustrada
através de um exemplo. Dada uma proposi¢ao p.o: 0,00 temos uma evidéncia favoravel
total a proposicdo p e uma evidéncia contraria nula, dando uma leitura intuitiva que p é
verdadeira. Logo, a negacdo de peo; 00) € @ Mesma proposicdo com os graus de
evidéncia invertidos p(,o; 1,0), OU Seja, 0 grau de evidéncia favoravel de =p.0;0,0) € 0 grau
de evidéncia contraria de p(,0;0,0) € 0 grau de evidéncia contraria de =p,0; 0,0) € 0 grau de
evidéncia favoravel de p( o; 0,0). Assim, temos um operador natural definido sobre t que
desempenha o papel da negacdo do conectivo da logica anotada: ~: |t| —|t|, ~(u, A) =
(W)

Os demais conectivos sdo exemplificados a seguir, onde py.) € e, y SA0

proposi¢des atdmicas:

Conjung&o: Py, A G, y)
Disjuncgao: pg.) Vv G, )
Implicagéo: p.n) — e, y)

Bi-implicag&o: pg,) <> 9, v)

Introduz-se algumas terminologias. O par (u, A) denomina-se constante de
anotacdo. Tal par € um elemento de [0, 1]x[0, 1] que algumas vezes indicamos por [0,
1]% onde [0, 1] indica o intervalo fechado real unitario. Mune-se esse conjunto de uma
relagdo de ordem assim definida: (ug, A1) < (M2, A2) < a1 < p2 € A2 < Aq (Onde a segunda

ordem é a ordem usual de numeros reais).

Propriedades:

1.V, A e, (u A) < (u A) (reflexividade)
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2. Y, A, Uz, A2 € T, (11, A1) < (u2, A2) € (2, A2) < (w1, A1), implicam (g, Aq) =
(12, A2) (anti-simetria)

3. Y, A1, M2, A2, ps3, Aze T, (M1, A1) < (H2, A2) € (u2, A2) < (us, Az), implicam (uy,
M) < (us, A3) (transitividade)

4.V, M, U2, A2 € T, existe o supremo de {(u1, A1), (u2, A2)} indicado por (uy,
M) v (H2, A2) = (Max{p, po}, Min{iq, 22})

5. Vi, M, H2, A2 € 1, existe o infimo de {(u1, A1), (12, A2)} indicado por (ua, A1)
A (K2, A2) = (Min{pa, po}, Max{A1, 22})

6. Vu, A e, (0,1)<(n,A)<(1,0)

O quadrado unitario [0, 1]x[0, 1] com a relacdo de ordem constitui um reticulado

que simbolizamos por <t, <> ou simplesmente por € 1. (Figura 5)

)\:
F T
0,1) (1,1)
1 \
(0,0) (1,0) 3

Figura 5 - Representagdo do reticulado associado a Ldgica Paraconsistente Anotada Evidencial Et onde:
p - evidéncia favoravel, A - evidéncia desfavordvel ou contraria, V - verdadeiro, F - falso, T -

inconsistente, L - paracompleto

Na Figura 6 apresenta-se o reticulado t acrescentados dos valores-limite, grau de
certeza (Gc) e grau de incerteza (Gip).

O G que varia continuamente desde a falsidade até a veracidade é definido pela
formula: Gee(pu, A) = p+1-1

O Gin que varia continuamente desde a inconsisténcia até a paracompleteza ¢
definido pela formula: Gin(u, A) = p- A

Os valores-limites Vcin, Vice, Vicin € Vsee permitem determinar regides no reticulado
gue comporao os estados l6gicos resultantes. A partir dessas regides delimitadas pode-

se relacionar estados 16gicos resultantes que serdo obtidos pelas interpolagdes dos Graus
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de Certeza (Gce) € de Incerteza (Gi,). Assim, para cada ponto de interpolacdo havera
uma regido unica delimitada no reticulado equivalente a um estado Idgico resultante da
analise.
e Valor superior de controle de incerteza (Vin)
e Valor inferior de controle de certeza (Vic)
e Valor inferior de controle de incerteza (Vicin)
e Valor superior de controle de certeza (Vsc)
Além dos quatro estados extremos descritos anteriormente consideramos mais oito
estados ndo-extremos conforme a Figura 6:
e Quase-verdadeiro tendendo ao Inconsistente: QV — T
e Quase-verdadeiro tendendo ao Paracompleto: QV — L
e Quase-falso tendendo ao Inconsistente: QF — T
e Quase-falso tendendo ao Paracompleto: QF — L
e Quase-inconsistente tendendo ao Verdadeiro: QT — V
e Quase-inconsistente tendendo ao Falso: QT — F
e Quase-paracompleto tendendo ao Verdadeiro: QL — V
e Quase-paracompleto tendendo ao Falso: QL — F
Nesse reticulado podem ser consideradas as operacdes NOT, Maximizacdo e
Minimizacdo. (Abe et al., 2011)
A operacdo NOT é definida por:
~( A) = (&, ).
A operac¢do de Maximizacdo, indicada por OR, é definida por:
(11, A1) OR (2, A2) = (Max{ps, po}, Min{s, 12})
A operac¢do de Minimizacdo, indicada por AND, é definida por:
(11, 1) AND (p2, A2) = (Min{pa, po}, Max{A, A2})
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P
Vv

na ;
0,0 : 1, 0y, n

.

Figura 6 - Representacdo do Reticulado t com os valores-limite e dos graus de certeza, incerteza e
estados de decisdo, onde:
u - evidéncia favoravel; A - evidéncia desfavoravel ou contraria; G - Grau de certeza, Gj, - Grau de

incerteza, V - verdadeiro, F - falso, T - inconsistente, L - paracompleto, Vs - Valor superior de controle
de certeza, Vi, - Valor superior de controle de incerteza, Vi - Valor inferior de controle de certeza, Vicn
- Valor inferior de controle de incerteza, QF—T - Quase-falso tendendo ao Inconsistente, QF—>L -
Quase-falso tendendo ao Paracompleto, QL —F - Quase-paracompleto tendendo ao Falso, QL—V -
Quase-paracompleto tendendo ao Verdadeiro, QT—V - Quase inconsistente tendendo ao Verdadeiro,
QT— F - Quase-inconsistente tendendo ao Falso, QV—_ - Quase-verdadeiro tendendo ao Paracompleto,
QV—T - Quase-verdadeiro tendendo ao Inconsistente

Apresentam-se na Figura 7 as trés etapas de uma analise com base na logica
paraconsistente realizada por um Sistema de Controle Paraconsistente, ou seja, um
sistema de controle com base na logica paraconsistente, que usa o algoritmo Para-
Analisador. As trés etapas sdo: entrada das informacg0es, processamento e conclusao.
(Abe, 1992)

As informacdes de entrada sdo dois valores variaveis continuos e independentes: o
grau de evidéncia favoravel e o grau de evidéncia desfavoravel, ambos, valores reais
entreOe 1.

No processamento, 0 sistema procura tomar decisdes atraves de analises que
utilizam o algoritmo Para-Analisador para que a "intensidade" das contradi¢Oes

diminua. Como saida sdo determinados os estados ldgicos representados pelas 12
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regibes do reticulado e sdo calculados os Graus de Certeza e de Incerteza, que
determinam a certeza sobre a proposicao e se existe ou ndo contradicao.

Na conclusdo, o sistema gera uma decisdo com base em um dos doze estados

l6gicos, obtido pela comparacdo dos valores de controle e os Graus de Certeza e de
Incerteza.
Assim, o algoritmo Para-Analisador pode ser considerado um Sistema de Analise
Paraconsistente que permite criar, através da linguagem de programacdo ou por
hardware, sistemas capazes de tratar incertezas, inconsisténcias e paracompletezas (Abe,
1992).

ANALISE Graude Certeza G
PARACONSISTENTE Grau de Contradiglio Gin
ALGORITMO
PARA-ANALISADOR
T
. ANALISE
F ¥ CONDICIONAL
DECISAO
L
Valores limites
Vi
‘.x'u
‘.icc
Vicn

Figura 7 - Representagdo de um sistema de andlise paraconsistente, onde:
entrada p - evidéncia favoravel, entrada A - evidéncia desfavoravel ou contréria, G - Grau de certeza ,

Gin - Grau de incerteza, V - verdadeiro, F - falso, T - inconsistente, 1 - paracompleto, V. - Valor
superior de controle de certeza, V- Valor superior de controle de incerteza, Vi - Valor inferior de
controle de certeza , Vi, - Valor inferior de controle de incerteza

2.3 Rede Neural Artificial Paraconsistente

A RNA proposta em Da Silva Filho e Abe (2001) denominada Rede Neural

Artificial Paraconsistente baseia-se na Ldgica Paraconsistente Anotada Evidencial Er.
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Tal l6gica, como j& observamos, é capaz de manipular conceitos como de incerteza, de
inconsisténcia e de paracompleteza no seu interior sem o perigo de trivializacao
conforme (Abe, 1992).

Em consequéncia, a RNAP é capaz também de manipular os conceitos citados
diretamente, o que faz diferenciar das teorias de RNAs existentes na literatura. Tais
conceitos (incerteza, inconsisténcia e paracompleteza) estdo entre 0s conceitos mais
desafiadores em reconhecimento de padrdes.

Uma RNAP é composta por varias Unidades Neurais Artificiais Paraconsistentes
(UNAPs) com fungdes distintas, tais como conex&o, aprendizado, memorizacgao etc.,
que tratam os sinais de entrada da rede provenientes dos graus de evidéncia favoravel e
contrario.

Essas UNAPs podem ser caracterizadas como "aglomerados™ de Células Neurais
Artificiais Paraconsistentes (CNAPSs) interligadas entre si.

A seguir apresenta-se uma breve descricdo de algumas células que compdem a familia
das Células Neurais Artificiais Paraconsistentes e no Apéndice E apresenta-se seus
respectivos algoritmos.

A Célula Analitica Real - CNAPar - realiza uma analise das entradas e retorna o
grau de evidéncia real diminuindo, assim, o efeito da inconsisténcia presente nas
entradas (Figura 8).

A Célula de Deteccéo de Igualdade - CNAPdi - compara as entradas e retorna um
valor representando a igualdade entre elas (Figura 9).

As Celulas de Conexdo Logica Simples de Maximizacdo e Minimizagdo - CNAPcls
- retornam o valor maximo e minimo, respectivamente, a partir das entradas. (Figura
10).
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Mia B

CNAPar

Analise
paraconsistente
T

Ft

<

F \' S- ¢

Si- Mer

Figura 8 - Célula Neural Artificial Paraconsistente Analitica Real (CNAPar) onde:

LA - primeira entrada, g - segunda entrada, C - complemento (1 - ), Ft. - Fator de Tolerancia a
Certeza, g - Intervalo de Evidéncia, pegr - Grau de Evidéncia Resultante Real, S; - Saida do Grau de
Evidéncia Resultante, S, - Saida do sinal de Intervalo de Evidéncia, V - verdadeiro, F - falso, T -

inconsistente, | - paracompleto

Mia MiB
CNAPdi
C
Analise
paraconsistente
T
|
E v
1
S

Figura 9 - Célula Neural Artificial Paraconsistente de Detecc¢éo de Igualdade (CNAPdi) onde:
uia - primeira entrada, uig - segunda entrada, C - complemento (1 - wg), Fty - Fator de Tolerancia a

Contradicéo, S; - valor 0 ou 1, V - verdadeiro, F - falso, T - inconsistente, L - paracompleto
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M

MiB

CNAPCIs

Analise
paraconsistente
T Max

F v

Si- Mivax

Mia MiB

CNAPClIs

Analise
paraconsistente

oF Min

A%

Si= Minin

Figura 10 - Células Neurais Artificiais Paraconsistentes de Conexdo Logica de Maximizagdo e de
Minimizacdo (CNAPcls Max e CNAPcls Min) onde:
LA - primeira entrada, pip - segunda entrada, pymax - Valor maximo da entrada, pywmi, - valor minimo da

entrada, V - verdadeiro, F - falso, T - inconsistente, L - paracompleto, S, - saida da célula

A Célula de Passagem - CNAPpa - canaliza sinais para determinadas regides da

rede (Figura 11).

My
CNAPpa |
C
Anailise
paraconsistente
T
Ft
F v

1

HE

Figura 11 - Célula Neural Artificial Paraconsistente de Passagem (CNAPpa) onde:
y - entrada, C - complemento (1 - u;), Ft. - Fator de Tolerancia a Certeza, V - verdadeiro, F - falso, T -

inconsistente, L - paracompleto, pg - grau de evidéncia resultante
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3 METODOS

Atualmente existem varios trabalhos desenvolvidos e em desenvolvimento na &area
de Inteligéncia Artificial com base nas RNAPs como Prado (1996), Prado (2007), Da
Silva Filho (1999), Lopes (2009), Mario (2006), Torres (2010), Amaral (2013) entre
outros. Como se observou na Introdugdo, o reconhecimento de caracteres destaca-se
como uma das mais conhecidas e exploradas modalidades de reconhecimento de
padrdes, que consiste em caracteristicas extraidas de um conjunto de caracteres com o
objetivo de tentar reproduzir a capacidade humana de ler textos.

Como a técnica de reconhecimento de caracteres classifica as letras a partir das
suas caracteristicas, a maior dificuldade, em sistemas de reconhecimento de padrdes,
concentra-se na determinacdo do conjunto de caracteristicas passiveis de extracdo
devido a interferéncia de erros e/ou ruidos. Considerando esses detalhes, o desempenho
de um sistema automatico de reconhecimento de padrBes depende fundamentalmente da
qualidade dos documentos nas suas formas original e digital e, também de um sistema
que consiga manipular os tais dados imprecisos, conflitantes e/ou paracompletos. Assim
optamos pelo uso das RNAPs que tem se apresentado como uma importante ferramenta
de anélise para aplicacdes que envolvem dados com tais caracteristicas.

Embora hajam varios estudos no ramo de reconhecimento de caracteres, essa area
encontra-se em constante desenvolvimento onde novas técnicas e metodologias surgem
ao longo do tempo proporcionando melhor desempenho no reconhecimento.

Esse trabalho propde uma solucdo computadorizada para reconhecimento dos caracteres
numeéricos de cheques bancérios brasileiros localizados da linha MICR CMC-7 e no
campo do valor numérico. A Figura 12 destaca a localizacdo desses caracteres no

cheque.
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NUMERO DO BANCO, NUMERO DA AGENCIA, NUMERO DA CONTA, NUMERO DO CHEQUE,

NUMERO DE COMPENSAGAOC E DIGITOS DE VERIFICAGAO VALOR NUMERICO

VALOR POR EXTENSO

NOME DO FAVORECIDO

s LOCAI
LOGOTIPO DA INSTITUIGAO OCALE DATADE EMISSAQ

ASSINATURA. NOME DO CLIENTE, NUMERO DO CPFICGC E QUTRAS

NOME DO BANCO, NOME, NUMERO E ENDEREGO INFORMACOES

DA AGENCIA
I

< LINHA MICR CMC-7 )

Figura 12 - Estrutura dos campos de um cheque bancario brasileiro, onde:
MICR — Magnetic Ink Character Recognition, CMC-7 - Caracteres Magnéticos Codificado em 7 Barras

A linha MICR CMC-7 pode ser identificada como uma espécie de codigo de barras
composta por um conjunto de caracteres numéricos e alguns caracteres especiais que
seguem um determinado padrdo (formato), como mostra a Figura 13. Esses caracteres
representam um conjunto de dados bancarios do cliente como: numero do banco,

agéncia, numero do cheque e nimero da conta bancaria do cliente.

BANCO AGENCIA COMP. CHEQUE N® CONTA
( 1 | | | |

"'IJII!..I.lJI 6231 0052256535, 131: B33! llllllli'i:i.ul'

Figura 13 - Exemplo de linha MICR CMC-7

A seguir apresenta-se um procedimento computacional automatico para
reconhecimento de caracteres numéricos com um padrdo previamente definido e
caracteres numéricos manuscritos pelo uso das RNAPs.

A principio, optou-se por desenvolver o sistema para fazer o reconhecimento de
caracteres numéricos com um padrdo previamente definido e, posteriormente, com base
nos resultados obtidos, as técnicas foram estudas e aperfeicoadas para fazer o
reconhecimento de caracteres numéricos manuscritos.

Para o estudo do caractere numérico com um padrdo previamente definido adotou-
se os caracteres do tipo CMC-7 (Figura 13), utilizados na linha MICR CMC-7 de
cheques bancarios brasileiros para codificar os dados da conta bancéria do cliente.

O Sistema Computacional Paraconsistente proposto, ao receber como entrada uma

imagem digitalizada e previamente tratada de um caractere, € capaz de extrair algumas
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caracteristicas em formato de graus de evidéncias e, a partir dessas caracteristicas, faz o
reconhecimento do caractere com base nos conceitos das RNAPs.

O processo de reconhecimento do sistema subdivide-se em cinco fases ilustradas
na Figura 14: Aquisicdo da Imagem, Pré-processamento da Imagem, Mapeamento da
Imagem em Graus de Evidéncia, Extracdo de Caracteristicas e Reconhecimento.

As duas primeiras fases referem-se a aquisicdo da imagem (digitalizacdo) e pré-

processamento da imagem, as quais nao serdo abordadas nesse trabalho.

1°  Aquisicaoda Imagem

| |
I:| l Scanner | O =
2° Pré-processamento da Imagem

}

| m——
3° Mapeamento da Imagem em Graus de Evidéncia

y

4° Extracao de Caracteristicas

y

5° Reconhecimento

Figura 14 - Fases para o processo de reconhecimento

Apenas como um tratamento simples, adotou-se, na fase de Pré-processamento da
Imagem, um filtro que aplica a média dos pixels vizinhos que se repetem, a binarizacao
da imagem, o recorte da imagem nos pontos mMAximos e minimos e, O
redimensionamento da imagem para 38 (linhas) x 30 (colunas). Ao término dessa fase a
imagem estara preparada para a fase de Mapeamento da Imagem em Graus de

Evidéncia. A Figura 15 apresenta um exemplo desses filtros adotados
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Original Média dos pixels Binarizagéo Recorte e
vizinhos redimensionamento

Figura 15 - Exemplo dos tratamentos adotados na fase de pré-processamento da imagem

Considerando como entrada do sistema proposto uma imagem previamente tratada,
temos a arquitetura desse sistema apresentada pela Figura 16 composta por quatro
camadas, sendo elas, mapeamento da imagem em graus de evidéncia, extracdo de
caracteristicas da imagem, reconhecimento das caracteristicas da imagem e analise

paraconsistente das caracteristicas reconhecidas para definir o caractere reconhecido.

Segmentos de Reta Verticais
== =

el fe — |

[ =S5

Segmentos de Retal Horizontais

Hist.: Todos os Pixels da Matriz Binaria

o EEE

i

Graude !
_|| evidéncia 1

Mapeamento da
Imagem em Graus
de Evidéncia

Histograma: Borda Externa Superior

" || evidéncia |

Caractere |
Reconhecido |

Caractere |
; Descartado |

Graude |

Graude

" || evidéncia 1

Grau de

Figura 16 - Arquitetura do Sistema Computacional Paraconsistente proposto
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A primeira camada efetua o mapeamento dos pixels da imagem digitalizada em
graus de evidéncia. A partir desse mapeamento algumas caracteristicas como
"Segmentos de Reta Verticais", "Segmentos de Reta Horizontais", "Histograma: Todos
os Pixels da Matriz Binaria", "Histograma: Borda Externa Superior”, "Histograma:
Borda Externa”, "Histograma: Borda Interna”, "Histograma: Borda Diagonal Interna
(direita/esquerda)”, "Histograma: Borda Diagonal Interna (esquerda/direita)”,
"Histograma: Cores da Imagem”, "Histograma: Cores da Imagem por Coluna”,
"Histograma: Componente Principal™ e "Histograma: Autovalores do Componente
Principal™ sdo extraidas da imagem. Com base nessas caracteristicas, 0 processo de
reconhecimento das caracteristicas da imagem é realizado atraves do uso das RNAPs e,
na ultima camada o caractere é reconhecido ap6s uma andlise paraconsistente das
caracteristicas reconhecidas na terceira camada.

A seguir apresentam-se os detalhes dos procedimentos realizados em cada camada.

3.1 Mapeamento da imagem em graus de evidéncia

Mapear a imagem em graus de evidéncia consiste em analisar a matriz de pixels da

imagem em varias situacdes e criar listas de graus de evidéncia (valores no intervalo
[0, 1] que simbolizam a existéncia de um pixel preto em uma determinada posicao da
matriz imagem), as quais representam uma projecao da imagem.
Nesse processo se realiza, com base na matriz de pixels da imagem, vérios tipos de
mapeamento da imagem. A quantidade de diferentes tipos depende do conjunto de
caracteristicas previamente selecionados para o processo de extracdo de caracteristicas
da imagem.

Neste trabalho, para o reconhecimento dos caracteres numéricos, optou-se pelo
seguinte conjunto de tipos de mapeamento da imagem: "Todos os Pixels da Matriz
Binaria", "Borda Externa”, "Borda Interna”, "Borda Diagonal Interna
(direita/esquerda)”, "Borda Diagonal Interna (esquerda/direta)”, "Cores da Imagem”
(porcentagem de pixels pretos e brancos da imagem como um todo), "Cores da Imagem

por coluna” (quantidade de pixels pretos por coluna), "Componente Principal" e
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"Autovalores do Componente Principal”. A Figura 17 apresenta 0s cinco primeiros tipos

de mapeamento.

Todos os Pixels da Borda Externa Borda Interna Borda Diagonal Interna  Borda Diagonal Interna
Matriz Binaria (direita/lesquerda) (esquerdaldireita)

Figura 17 - Tipos de mapeamento da imagem

Considerando que o grau de evidéncia deve ser um valor no intervalo [0, 1],
adotou-se: '0' ao detectar auséncia de um pixel preto ao percorrer uma linha ou uma
coluna da matriz analisada (para 0 mapeamento das bordas externa, interna e diagonais
internas da imagem); '0' para cada pixel branco encontrado na matriz da imagem
(apenas no mapeamento "Todos os Pixels da Matriz Binaria™) e; um grau de evidéncia
no intervalo [0, 1] para cada pixel preto encontrado na matriz da imagem que possua
pelo menos um pixel vizinho da cor preta, conforme descrito a seguir.

Para os tipos de mapeamento "Borda Externa” e "Borda Interna" foram atribuidos
graus de evidéncia para cada pixel preto encontrado nas bordas externa e interna da
imagem. Esse processo se subdivide em quatro partes sendo elas: lado esquerdo, lado
direito, topo e base da imagem.

No mapeamento da Borda Externa da imagem. Para os lados esquerdo e direito,
adotamos como base a normaliza¢do do grau de evidencia entre as colunas da imagem,
ou seja, utilizamos um regra de trés simples para calcular o grau de evidéncia com base

na quantidade de colunas da imagem.

[total de colunas] mmemmm e > 1
[coluna do pixel preto encontrado] ----» X

Como exemplo podemos utilizar a Figura 18 com 30 colunas e 38 linhas:
e lado esquerdo: a primeira linha da borda externa da imagem possui 0 primeiro
pixel preto na 6% coluna, portanto, o valor do grau de evidéncia atribuido
equivale a 6/30 = 0,20.
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¢ lado direito: a primeira linha da borda externa da imagem possui o0 ultimo pixel
preto na 26? coluna, portanto o valor do grau de evidéncia atribuido equivale a
26/30 = 0,87.

Nos casos do topo e da base da imagem, adotamos como base a normalizagédo do
grau de evidencia entre as linhas, ou seja, utilizamos um regra de trés simples para

calcular o grau de evidéncia com base na quantidade de linhas da imagem.

[total de linhas] mmmmmmm > 1
[linha do pixel preto encontrado] ----» X

Assim, na Figura 18 temos:

e topo da imagem: a primeira coluna da borda externa da imagem possui 0
primeiro pixel preto na 52 linha, portanto, o valor do grau de evidéncia atribuido
equivale a 5/38 = 0,13.

e base da imagem: a primeira coluna da borda externa da imagem possui o ultimo
pixel preto na 352 coluna, portanto, o valor do grau de evidéncia atribuido
equivale a 35/38 = 0,92.

Para 0 mapeamento da Borda Interna da imagem adotou-se a mesma técnica do
mapeamento da borda externa da imagem, porém, o algoritmo faz a projecéo dos pixels
a partir do centro da imagem, ou seja, o algoritmo faz um corte vertical no centro na
matriz para extrair os graus de evidéncia dos lados internos esquerdo e direito e, um
corte horizontal na matriz para extrair os graus de evidéncia dos lados internos superior
e inferior da imagem.

Como exemplo dos graus de evidéncia da borda interna, temos na Figura 18:

e lado interno esquerdo: a primeira linha da borda interna da imagem possui 0
primeiro pixel preto na 16% coluna, portanto, o valor do grau de evidéncia
atribuido equivale a 16/30 = 0,53 .

e lado interno direito: a primeira linha da borda interna da imagem possui 0
ultimo pixel preto na 152 coluna, portanto, o valor do grau de evidéncia atribuido
equivale a 15/30 = 0,50.

e lado interno superior: a primeira coluna da borda interna da imagem possui 0
primeiro pixel preto na 20? linha, portanto, o valor do grau de evidéncia
atribuido equivale a 20/38 = 0,53.
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e lado interno inferior: a primeira coluna da borda interna da imagem possui o
ultima pixel preto na 192 coluna, portanto, o valor do grau de evidéncia atribuido
equivale a 19/38 = 0,50.

Wy 020 | 003 g 1 Mo 041  fgs 003 My 1

Wy 047 s 003 g 1 W7y 008 g 003 ;1

s 010 g 003 g 1 L7, 008 fgs 005 g 1

Mg 007 Hy; 003 Hsg O W3 005 g 008 e 1

s 003 [z 003 lg O Wz 003 [lg7 008 [y, 1

Heo Hog Mg 003 |y 003 g O W5 003 pgg 041y 1

My 003 g 003 sz 1 Mg 005 Hgg 087 iy 1

H Hoo Mg 003 g 003 pg 1 W7 005 flgo 090 iy 1

Mg 003 Mz 003 pgs 1 W7 003 [l 097 g 1

Hig 003 gz 003 Hsg O Hzg 003 Mo 1 Higs 1

My 003 gy 003 Hs7 O Hgg O Hioz 1 Higs 1

iz 003 pgs 003 Hsg O Hgr O Hiosa 1 Higz 1

» iz 003 pgg 007 Hsg 1 Hga O Hios 1 Higg 1

Hig 003 pgz 010 Hgo 1 Hgz 003 Myos 1 Hige 1

His 003 pgg 043 Mg 1 Hes 003 Myg7 1 Hizo 1

Hig 003 g 092 Mg 1 Hgs 003 Mypg 1 Mz 1

iz 003 4o 095 Mgz 1 Hgs O Hios 1 Mz 1

Mg 003 gy 097 gy 1 Mgz O Mo 1 Mizz 1

ss s Mig 003 Mg 1 Hes 1 Hgg O P 1 Hiza 1
2 Mo 003 gz 1 Hes 097 Hgg 003 fy, W35 0.97
H39 Hes Myy 003 g 1 g7 097 Mgy 003 gz 1 li3s  0.90

oy 003 s 1 Hes 095 g 005 fyu 1
Moz 003 Mg 1 Heg 013 Mgy 005 Hys 1

Figura 18 - Mapeamento da borda externa da imagem em graus de evidéncia

Ao final do mapeamento das bordas externa e interna da imagem temos oito grupos
de graus de evidéncia, lado esquerdo, lado direito, topo e base (um para cada tipo de
borda), representando as bordas externa e interna da imagem, 0s quais sdo a base para 0
processo de extracdo de caracteristica dos Segmentos de Reta Verticais e Horizontais.

Para 0 mapeamento "Todos os Pixels da Matriz Binaria" adotou-se o valor '0' para
cada pixel branco e, para os pixels pretos, utiliza-se a mesma técnica do mapeamento da
"Borda Externa", ou seja, para cada pixel preto encontrado na matriz utilizamos um
regra de trés simples para calcular o grau de evidéncia com base na quantidade de

colunas da imagem.

[total de colunas] mmimmmm e > 1
[coluna do pixel preto encontrado] ----» X
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Para 0 mapeamento "Borda Diagonal Interna (direita/esquerda)"” foram atribuidos
graus de evidéncia para os pixels pretos encontrados nas bordas diagonais internas a
partir de dois cortes diagonais na matriz nomeados "superior” e “inferior". Conforme
demonstrado na Figura 19(a), o corte diagonal superior (direita/esquerda) inicia-se no
ultimo pixel da primeira linha da matriz e se estende até o primeiro pixel da trigésima
(30%) linha da matriz enquanto o corte diagonal inferior (direita/esquerda) inicia-se no
ultimo pixel da nona (9%) linha e estende-se até o primeiro pixel da ultima coluna da
matriz da imagem.

Para 0 mapeamento "Borda Diagonal Interna (esquerda/ direita)" foram atribuidos
graus de evidéncia para os pixels pretos encontrados nas bordas diagonais internas a
partir de dois cortes diagonais na matriz também nomeado "superior” e "inferior".
Conforme demonstrado na Figura 19(b), o corte diagonal superior (esquerda/direita)
inicia-se no primeiro pixel da primeira linha da matriz e se estende até o ultimo pixel da
trigésima (30%) linha da matriz enquanto o corte diagonal inferior (esquerda/direita)
inicia-se no primeiro pixel da nona (9%) linha e estende-se até o Gltimo pixel da Gltima

coluna da matriz da imagem.

(b)

Figura 19 - Cortes diagonais internos superior e inferior onde:
pixels na cor cinza referem-se aos cortes diagonais internos superior e inferior e, pixels na cor azul
representam o caminho percorrido pelo algoritmo em busca de um pixel preto

Para mapear cada diagonal o processo se subdivide em duas partes sendo elas: a
visdo da borda interna acima (topo) e abaixo (base) dos cortes diagonais superior e
inferior.

Em ambos os casos, nas diagonais superior e inferior, o algoritmo, ao encontrar um

pixel preto na diagonal, atribui um grau de evidéncia para 0 mesmo a partir das
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coordenadas (X, y) de sua localizacdo na matriz e, de um valor nomeado “peso” (valor
atribuido a cada pixel da matriz independente de sua localizacéo) calculado com base no

total de pixels da matriz, onde:

peso =1/ total de pixels da matriz .. 1/(30 * 38) = 0,00088
grau de evidéncia = coordenada x * coordenada y * peso

Como exemplo dos graus de evidéncia da Borda Diagonal Interna
(direita/esquerda) com base nos cortes diagonais superior e inferior temos na Figura
19(a):

e Borda Diagonal Interna (direita/esquerda) superior - topo: a primeira linha
diagonal destacada em azul possui um pixel preto na coordenada (2, 27),
portanto, o valor do grau de evidéncia atribuido equivale a 2 * 27 * 0,00088 =
0,047.

e Borda Diagonal Interna (direita/esquerda) superior - base: a primeira linha
diagonal destacada em azul possui um pixel preto na coordenada (4, 29),
portanto, o valor do grau de evidéncia atribuido equivale a 4 * 29 * 0,00088 =
0,102.

e Borda Diagonal Interna (direita/esquerda) inferior - topo: a segunda linha
diagonal destacada em azul possui um pixel preto na coordenada (35, 2),
portanto, o valor do grau de evidéncia atribuido equivale a 35 * 2 * 0,00088 =
0,056.

e Borda Diagonal Interna (direita/esquerda) inferior - base: a segunda linha
diagonal destacada em azul possui um pixel preto na coordenada (37, 4),
portanto, o valor do grau de evidéncia atribuido equivale a 37 * 4 * 0,00088 =
0,130.

Ao final do mapeamento "Borda Diagonal Interna (direita/esquerda)” temos uma
lista de graus de evidéncia, formada pela seguinte sequéncia dos graus de evidéncia:
borda diagonal interna (direita/esquerda) superior - topo, borda diagonal interna
(direita/esquerda) superior - base, borda diagonal interna (direita/esquerda) inferior -
topo e borda diagonal interna (direita/esquerda) inferior - base.
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Como exemplo dos graus de evidéncia da Borda Diagonal Interna

(esquerda/direita) com base nos cortes diagonais superior e inferior temos na Figura

19(a):

Borda Diagonal Interna (esquerda /direita) superior - topo: a primeira linha
diagonal destacada em azul ndo possui um pixel preto na parte superior,
portanto, o valor do grau de evidéncia atribuido equivale a 0.

Borda Diagonal Interna (esquerda /direita) superior - base: a primeira linha
diagonal destacada em azul possui um pixel preto na coordenada (4, 2), portanto,
o valor do grau de evidéncia atribuido equivale a 4 * 2 * 0,00088 = 0,007.

Borda Diagonal Interna (esquerda /direita) inferior - topo: a segunda linha
diagonal destacada em azul possui um pixel preto na coordenada (33, 27),
portanto, o valor do grau de evidéncia atribuido equivale a 33 * 27 * 0,00088 =
0,784.

Borda Diagonal Interna (esquerda /direita) inferior - base: a segunda linha
diagonal destacada em azul possui um pixel preto na coordenada (35, 25),
portanto, o valor do grau de evidéncia atribuido equivale a 35 * 25 * 0,00088 =
0,77.

Ao final do mapeamento "Borda Diagonal Interna (esquerda/direita)” temos uma

lista de graus de evidéncia, formada pela seguinte sequéncia dos graus de evidéncia:

borda diagonal interna (esquerda/direita) superior - topo, borda diagonal interna

(esquerda/direita) superior - base, borda diagonal interna (esquerda/direita) inferior -

topo e borda diagonal interna (esquerda/direita) inferior - base.

Para o mapeamento "Todos os Pixels da Matriz Binaria" foram atribuidos graus de

evidéncia para cada pixel da imagem. Atribuiu-se os valores como base a normalizagédo

do grau de evidencia entre as colunas da imagem, ou seja, utilizamos uma regra de trés

simples para calcular o grau de evidéncia com base na quantidade de colunas da

imagem.

[total de colunas] mmemmm e > 1
[coluna do pixel preto encontrado] ----» X
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Como exemplo, podemos utilizar a Figura 19(a):

e Para os pixels brancos da matriz foram atribuidos grau de evidéncia = 0.

e Para os pixels pretos da matriz os graus de evidéncia foram calculados por
ordem de coluna conforme descrito acima. O primeiro pixel preto encontrado
(linha 5 e coluna 1) o valor do grau de evidéncia atribuido equivale a 1/30 =
0,033.

Ao final do mapeamento de "Todos os Pixels da Matriz Binaria" temos uma lista
de graus de evidéncia, formada pela sequéncia dos graus de evidéncia ordenados por
coluna.

Para 0 mapeamento "Cores da Imagem" foram atribuidos graus de evidéncia
equivalentes ao total de pixels brancos e pretos na matriz binaria da imagem, por
exemplo, se a matriz binaria de pixels da imagem possuir 66% dos pixels na cor preta e
34% dos pixels na cor branca conforme Figural9(a), a lista de graus de evidéncia criada
para representar esse mapeamento € equivalente a [0,66, 0,34].

Para 0 mapeamento "Cores da Imagem por Coluna” foram atribuidos graus de
evidéncia equivalentes a porcentagem de pixels pretos em cada coluna da matriz binaria
da imagem, por exemplo, a lista de graus de evidéncia criada para representar as cores
das colunas da Figura 19(a) é equivalente a [0,82, 0,87, 0,92, 0,95, 0,97, 1, 1, 0,68, 0,68,
0,71,0,71,0,0,0, 0,71, 0,71, 0,71, 0, 0, 0, 0,71, 0,71, 0,68, 0,68, 1, 1, 0,97, 0,92, 0,92,
0,87].

Nos mapeamentos "Componente Principal” e "Autovalores do Componente
Principal™ utilizamos a analise dos componentes principais que consiste em transformar
um conjunto de varidveis originais em um conjunto de varidveis de mesma dimensdo,
nomeadas componentes principais, através de uma técnica estatistica multivariada. Essa
analise visa reduzir uma massa de dados com menor perda possivel de informacdo. Para
esses mapeamentos utilizamos um algoritmo desenvolvido na linguagem de
programacdo Python de (MATH N PROGRAMMING, 2012) para obter o componente
principal e os autovalores do componente principal, que nomeamos como "'solucéo Python".

Para 0os mapeamentos "Componente Principal” e "Autovalores do Componente
Principal” os valores obtidos através da "solucdo Python" sdo normalizados no intervalo

[0, 1] com base nos valores maximo e minimo.


http://jeremykun.com/
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Considerando a Figura 19(a) temos, ao final do processo de mapeamento da

imagem, as seguintes listas de graus de evidéncia:

e Uma lista referente a Todos os Pixels da Matriz Binaria

¢ Quatro listas referentes a Borda Externa de cada lado da imagem (lado esquerdo,
direito, topo e base);

¢ Quiatro listas referentes a Borda Interna de cada lado da imagem (lado esquerdo,
direito, topo e base);

e Uma lista referente a Borda Diagonal Interna (direita/esquerda);

e Uma lista referente a Borda Diagonal Interna (esquerda/direita);

e Uma lista referente a Cores da Imagem;

e Uma lista referente a Cores da Imagem por Colung;

e Uma lista referente ao Componente Principal e;

e Uma lista referente aos Autovalores do Componente Principal.

O conjunto dessas listas forma o conjunto de entradas do processo de extracdo de

caracteristicas da imagem.

3.2. Extracdo de caracteristicas

O processo de extracdo de caracteristica da imagem consiste em agrupar algumas
qualidades do caractere e transforma-las em conjuntos de dados expressos em graus de
evidéncia de modo que possam ser transmitidos e recebidos pelo processo de
reconhecimento. Trata-se de uma abstracdo que caracteriza o caractere e, em geral,
permite distinguir um caractere do outro.

Como o processo de reconhecimento é realizado a partir de algumas qualidades do
caractere, escolhemos algumas caracteristicas com base no estudo de algumas técnicas
do Grafismo tais como a técnica "valores curvilineos™ da Grafoscopia e as técnicas
"altura”, "largura™ e "direcdo" da Grafologia (Figura 1), para compor o0 processo de
extracdo de caracteristicas do sistema proposto.

As seguintes caracteristicas foram definidas para o processo de extracdo de

caracteristicas da imagem: "Segmentos de Reta Verticais" e "Segmentos de Reta
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Horizontais" com base nas técnicas de "altura” e "largura” da Grafoscopia;
"Histograma: Todos os Pixels da Matriz Binaria™ com base na técnica de "direcdo"” da
Grafologia; "Histograma: Borda Externa Superior”, "Histograma:: Borda Externa”,
"Histograma: Borda Interna”, "Histograma: Borda Diagonal Interna (direita/esquerda)”
e "Histograma: Borda Diagonal Interna (esquerda/direita)” com base na técnica de
"valores curvilineos" da Grafoscopia; "Histograma: Cores da Imagem", "Histograma:
Cores da Imagem por Coluna”. "Histograma: Componente Principal” e "Histograma:
Autovalores do Componente Principal” base na técnica de "regularidade” da Grafologia.

Conforme apresentado na Figura 16, o processo de extracdo das caracteristicas é
realizado a partir de conjuntos de graus de evidéncia obtidos no processo de
mapeamento da imagem em graus de evidéncia.

As duas primeiras caracteristicas, "Segmentos de Reta Verticais" e "Segmentos de
Reta Horizontais", consistem em analisar o caractere com base apenas nos segmentos de
reta verticais e horizontais do contorno externo do caractere e, criar um conjunto de
graus de evidéncia para cada caracteristica (Segmentos de Reta Verticais e Segmentos
de Reta Horizontais) de modo que represente essas qualidades do caractere. Para esse
procedimento utilizamos uma UNAP conforme apresentada na Figura 20, para detectar
0s segmentos de reta verticais e horizontais do caractere na imagem.

Essa UNAP nomeada Unidade das Linhas Verticais e Horizontais (ULVH) recebe
como entrada os graus de evidéncias da borda externa do caractere obtidos no processo
de mapeamento da imagem e, como saida, gera uma lista com os segmentos de reta
identificados no contorno externo do caractere, onde cada segmento de reta compde-se
por um conjunto de graus de evidéncia com suas peculiaridades descritas a seguir.

A primeira camada da ULVH compde-se de um conjunto de UNAPs nomeadas
Unidade das Células da Primeira Camada (UCPC) e as demais camadas sdo formadas
por outro tipo de UNAPs nomeadas Unidade das Células das Camadas Finais (UCCF).
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Figura 20 - Arquitetura da Unidade das Linhas Verticais e Horizontais (ULVH)

Na primeira camada dessa arquitetura, cada UCPC recebe duas entradas da
sequéncia dos graus de evidéncia ordenadamente.

Na camada subsequente (segunda), cada UCCF recebe duas entradas da sequéncia
das saidas da primeira camada ordenadamente.

A partir da terceira camada as UCCF sdo interconectadas através da segunda
entrada da UCCF anterior.

Na primeira camada cada UCPC compde-se por duas células, CNAPar e CNAPdi,
conforme Figura 21.

A CNAPar calcula e retorna o grau de evidéncia real diminuindo, assim, a
inconsisténcia das entradas, conforme Da Silva Filho et al. (2008). Nas arquiteturas das
UCPC e UCCF representa-se o valor retornado por uma célula desse tipo pela sigla
‘AR’.

A CNAPdi verifica se as entradas sdo iguais retornando os valores 0 ou 1. Nas
arquiteturas das UCPC e UCCF representa-se o valor retornado por uma célula desse

tipo pela sigla ‘DI’.
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kL

CNAPdi

DI
(Oou 1)

v

pi: Grau de evidéncia 1

pz: Grau de evidéncia 2

CNAPdi: Célula neural artificial paraconsistente de detecgio de igualdade
CNAPar: Célula neural artificial paraconsistente analitica real

AR: saida da CNAPar

DI: saida da CNAPdi

Figura 21 - Arquitetura da Unidade das Células da Primeira Camada (UCPC)

A UCPC retorna uma lista com o resultado de ambas as células, CNAPar e
CNAPdi, representadas pelas siglas AR e DI.

Nas demais camadas cada UCCF compde-se por oito CNAPSs, sendo trés CNAPcls
de Minimizacdo, uma CNAPcls de Maximizacdo, tré&s CNAPdi e uma CNAPar,
conforme Figura 22.

Esta unidade recebe como entrada duas unidades sequenciais da camada anterior
(UCPC ou UCCEF).

A célula 6 ¢ uma CNAPar que recebe como entrada as saidas AR da camada
anterior e calcula o grau de evidéncia real desses valores. O grau de evidéncia real
calculado é a saida AR desta UCCF.

A célula 4 é a CNAPdi principal que recebe como entrada as saidas DI da camada
anterior e verifica se existe igualdade entre elas, informando, assim, se existe ou nao,
um segmento de reta. Esta célula é influenciada pela saida da célula 3 que representa o

fator de contradicdo. Independente dos valores de entrada, se o fator de contradicdo for
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igual a 0, entdo a saida dessa célula sera 0, indicando que ndo existe um segmento de

reta. A saida dessa célula serd a saida DI desta UCCF.
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Figura 22 - Arquitetura da Unidade das Células das Camadas Finais (UCCF) onde:

UCPC - Unidade das Células da Primeira Camada, AR - Grau de evidéncia resultante real, DI - valor 0 ou
1, CNAPcIs Min - Célula Neural Artificial Paraconsistente de Conexdo Légica de Minimizacdo, CNAPcls
Max - Célula Neural Artificial Paraconsistente de Conexao Logica de Maximizacdo, CNAPdi - Célula
Neural Artificial Paraconsistente de deteccdo de Igualdade, CNAPar - Célula Neural Artificial
Paraconsistente Analitica Real

As demais células foram adicionadas a esta UCCF para tratar trés casos especiais

apresentados na Figura 23 que detalhamos a seguir.

1° caso 2° caso 3° caso

Figura 23 - Exemplos dos casos especiais tratados pela UCCF
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1) O primeiro caso ocorre quando as saidas AR e DI da camada anterior sdo iguais
a 0. Isso acontece quando existe auséncia de informacéo.

2) O segundo caso ocorre quando as saidas da camada anterior apresentam 0s
seguintes resultados: saidas AR maiores do que 0 e diferentes entre si e, saidas DI iguais
a 1. Isso acontece quando existem dois segmentos de reta distintos em colunas
diferentes.

3) O terceiro e Gltimo caso ocorre quando as saidas da camada anterior apresentam
0s seguintes resultados: saidas AR maiores do que O e iguais e, saidas DI iguais a 0. Isso
acontece quando existem dois segmentos de reta distintos na camada anterior para cada
entrada da UCCF. Nesse caso sdo analisados dois blocos de oito células, onde cada
bloco possui dois segmentos de reta distintos.

Assim, os segmentos de reta sdo identificados a partir da analise das saidas DI
retornadas pelas camadas da rede.

Entende-se que por uma sequencia de pixels ‘alinhada’ usaremos o termo
segmento de reta por abuso de linguagem. Outros abusos de linguagem seréo utilizados
conscientemente para maior fluidez na exposicao.

Quando a tltima camada da rede apresenta a saida DI igual a 1, significa que existe
um Unico segmento de reta com tamanho méaximo. Caso contrario, o sistema percorre as
camadas anteriores em busca das saidas DI igual a 1, que caracterizam um segmento de
reta.

Na extracdo das caracteristicas "Segmentos de Reta Verticais" e "Segmentos de
Reta Horizontais", utilizamos quatro UNAPs desse tipo (ULVH), duas para Segmentos
de Reta Verticais e duas para Segmentos de Reta Horizontais. Através dessas UNAPs as
caracteristicas "Segmentos de Reta Verticais" e "Segmentos de Reta Horizontais" da
imagem sdo identificadas e agrupadas individualmente em forma de graus de evidéncia

representando as seguintes informacdes conforme exemplo na Figura 24:
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visdo do lado -

esquerdo do =

caractere

visao do topo
do caractere

A

visdo do lado -

Caracteristica “Segmentos de Reta Verticais”
visdo do lado esquerdo da imagem

Diregao: 1

Tamanho minimo do segmento de reta: 0,3
Localizagdo na coluna: 0,6 (proximo do centro)
Localizagdo na linha: 0,3 (proximo a esquerda)

visao do lado direito da imagem

Diregéo: 0

Tamanho minimo do segmento de reta: 0,16
Localizagdo na coluna: 0.8 (proximo a base)
Localizagao na linha: 0,7 (proximo a direita)

direito do
e

caractere
visdo da base

do caractere

]

Caracteristica “Segmentos de Reta Horizontais
visido do topo da imagem

Direcao: 1

Tamanho minimo do segmento de reta: 0,3
Localizagdo na linha: 0,6 (proximo do centro)
Localizagdo na coluna: 0,3 (proximo ao topo)

visdo da base da imagem

Diregao: 0

Tamanho minimo do segmento de reta: 0,16
Localizagdo na linha: 0,3 (proximo a esquerda)
Localizagdo na coluna: 0,9 (proximo a base)

Figura 24 - Exemplo de segmentos de reta verticais e horizontais obtidos de uma imagem

Direcéo (lado analisado do caractere - esquerdo, direito, topo ou base). Atribuiu-
se o0 valor '1' para o lado esquerdo e o topo e, o valor '0' para o lado direito e a

base do caractere.

Tamanho minimo estimado do segmento de reta. Valor no intervalo [0, 1]
calculado com base no comprimento do segmento de reta (quantidade minima de
pixels do segmento de reta). Primeiramente calcula-se o valor através da
multiplicacdo do indice da camada onde o segmento de reta foi encontrado por 4
(se indice da camada maior do que 0) ou por 2 (se indice da camada igual a 0).
Apds obter o tamanho do segmento de reta esse valor € normalizado no intervalo
[0, 1] através da divisdo do valor obtido pela quantidade de graus de evidéncia
da entrada da UCPC. Utilizando como exemplo o lado esquerdo do caractere

apresentado na Figura 25 encontra-se 0 segmento de reta na segunda camada
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(indice da camada = 1), portanto, o tamanho minimo do caractere serd igual a (1
*4) /12, ou seja, 0,3.

Localizacdo do segmento de reta na coluna para a caracteristica "Segmentos de
Reta Verticais" (topo, centro, base) ou na coluna para a caracteristica
"Segmentos de Reta Horizontais" (lado esquerdo, centro, lado direito). Valor no
intervalo [0, 1] equivalente & posi¢do do segmento de reta na coluna/linha da
matriz do caractere considerando que o valor do grau de evidéncia é crescente da
esquerda para a direita e do topo para a base. Calcula-se o valor através da
divisdo da posicdo do elemento que representa 0 segmento de reta identificado
na lista de elementos da camada da rede pela quantidade de elementos da
camada. Utilizando como exemplo o lado esquerdo do caractere apresentado na
Figura 25 temos o segmento de reta encontrado na segunda posi¢cdo da segunda
camada da rede, portanto, divide-se 2 pela quantidade de elementos da camada
3,0useja, 2/3=0,66.

Localizagdo do segmento de reta na linha para a caracteristica "Segmentos de
Reta Verticais" e na coluna para a caracteristica "Segmentos de Reta
Horizontais". Valor no intervalo [0, 1] equivalente a posi¢cdo do segmento de
reta na linha/coluna da matriz do caractere considerando que o valor do grau de
evidéncia é crescente da esquerda para a direita e do topo para a base. Esse valor
é obtido através da saida AR do elemento que representa o segmento de reta
identificado. Como exemplo, temos na Figura 25 o valor 0,3 no segundo

elemento da segunda camada da rede para o lado esquerdo.
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0 DI: Saida deuma CNAP de detecgio deigualdade (0 ou 1)
o

Figura 25 - Exemplo de duas UCPC referente ao lado esquerdo e topo da imagem com os valores obtidos
nas camadas de uma ULVH

Para as demais caracteristicas nomeadas como histogramas, 0s grupos de graus de
evidéncia obtidos no processo de mapeamento da imagem sdo agrupados

ordenadamente conforme descrito a seguir:

e Cria-se uma lista de graus de evidéncia para "Histograma: Todos os Pixels da
Matriz Binaria" através da sequéncia dos graus de evidéncia obtidos no processo
de mapeamento da imagem, ordenados pelas colunas da matriz do caractere.
(Figura 26);

e Cria-se uma lista de graus de evidéncia, uma para "Histograma: Borda Externa
Superior" através da sequencia dos graus de evidéncia obtidos no processo de

mapeamento referente a borda externa do topo da imagem.(Figura 26);



44

Criam-se duas listas de graus de evidéncia, uma para "Histograma: Borda
Externa" e outra para "Histograma: Borda Interna" através da sequencia dos
graus de evidéncia obtidos no processo de mapeamento da imagem ordenados

por: lado esquerdo, base, topo e lado direito da imagem (Figura 26);

Criam-se duas listas de graus de evidéncia, uma para "Histograma: Borda
Diagonal Interna (direita/esquerda)” e outra para "Histograma: Borda Diagonal
Interna (esquerda/direita)” da sequéncia dos graus de evidéncia obtidos no
processo de mapeamento da imagem ordenados por: topo e base da borda
diagonal interna superior e, na sequéncia, topo e base da borda diagonal interior

inferior da imagem (Figura 26);

Cria-se uma lista de graus de evidéncia para "Histograma: Cores da Imagem"
com os niveis de cores da imagem como um todo através da sequéncia dos graus
de evidéncia obtidos no processo de mapeamento da imagem ordenados por:

porcentagem de pixels pretos e porcentagem de pixels brancos (Figura 26);

Cria-se uma lista de graus de evidéncia para "Histograma: Cores da Imagem por
Coluna" com a quantidade de pixels pretos em cada coluna da imagem através
da sequencia dos graus de evidéncia obtidos no processo de mapeamento da

imagem, ordenados por coluna (Figura 26);

Cria-se uma lista de graus de evidéncia para "Histograma: Componente
Principal™ através da sequéncia dos graus de evidéncia obtidos no processo de

mapeamento da imagem, ordenados por coluna (Figura 26);

Cria-se uma lista de graus de evidéncia para "Histograma: Autovalores do
Componente Principal” através da sequéncia dos graus de evidéncia obtidos no

processo de mapeamento da imagem, ordenados por coluna (Figura 26).
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Histograma: Autovalores do Componente Principal

Figura 26 - Exemplo dos histogramas obtidos no processo de extragao de caracteristicas

Ao final desse processo, temos as seguintes listas de graus de evidéncia referentes
as caracteristicas extraidas do caractere, as quais compbe a entrada do processo de
reconhecimento: segmentos de reta verticais identificados de ambos os lados (esquerdo
e direito), segmentos de reta horizontais identificados no topo e na base da imagem,
histograma de todos os pixels da matriz binaria, histograma da borda externa superior,
histograma da borda externa, histograma da borda interna, histograma da borda diagonal
interna (direita/esquerda), histograma da borda diagonal interna (esquerda/direita),
histograma da cores da imagem como um todo, histograma das cores da imagem por
coluna, histograma do componente principal e histograma dos autovalores do

componente principal.
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3.3. Reconhecimento da imagem

No processo de reconhecimento realiza-se uma analise das caracteristicas do
caractere apresentado para cada caractere padrdo. O grupo de caracteres padréo do tipo
CMC-7 e manuscritos séo apresentados na Figura 27.

Caracteres CMC-7 adotados como padrio

o O A P e O N - T I I
g U - T [ TR IR "R TP

Caracteres numéricos manuscritos adotados como padrao

Ol 41 L2 A3 34 4 95
5 96 6 ¥ 11 1T 3H 3 89 9

Figura 27 - Conjunto de caracteres dos tipos CMC-7 e numérico manuscrito adotados com caracteres
padrdo
Para cada analise sdo realizados os seguintes procedimentos:

1. Para cada caractere padrdo, comparam-se as caracteristicas do caractere
apresentado com as caracteristicas do caractere padrao selecionado;

2. Obtém-se um valor Unico que represente o grau de evidéncia de reconhecimento
de cada caracteristica comparada do caractere padrao selecionado;

3. Calcula-se um anico grau de evidéncia de reconhecimento do caractere padrao
selecionado;

4. Identifica-se o caractere padrdo com maior grau de evidéncia, o qual representa
0 caractere reconhecido pelo sistema;

5. Identifica-se o caractere padrdo com menor grau de evidéncia, o qual representa
o caractere descartado pelo sistema.

O primeiro procedimento €é composto por duas UARLs para fazer o
reconhecimento das caracteristicas "Segmentos de Reta Verticais" e "Segmentos de
Reta Horizontais” e, uma unidade de analise paraconsistente nomeada Unidade de
Andlise Paraconsistente ParaExtree (UAPParaExtr) para cada histograma. Uma
UAPParaExtr, que sera explicada com mais detalhes a frente, possui como principal
componente o Algoritmo Extrator de Efeitos da Contradicdo (Da Silva Filho, 2009) que,
a partir de um conjunto de Graus de Evidéncia extrai gradativamente a contradicédo e

oferece como resultado um Unico Grau de Evidencia final representante do grupo.
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Assim, conforme mostra a Figura 28, em cada andlise comparamos 0s graus de
evidéncia obtidos no processo de extracdo de caracteristicas do caractere apresentado,
com os graus de evidéncia obtidos de cada caractere padrdo, ou seja, realiza-se um
processamento de reconhecimento de caracteristicas para cada caractere padréo através
do uso de RNAPs, onde a saida representa o grau de evidéncia de reconhecimento das

caracteristicas do mesmo.
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aracteristicas ; : UARL
i
1
1

I Histograma: Todgsp§ Pixelsda - i i ; (Saidada Unid;de)
Lo, MarzBinara 2 ! UAPParaExtr ‘
1
1

1 Graus de evidéncia ' 5 | ——— I
[ |—g—.7 = - | == 3 -

___________________ . | Histograma: Borda Externa

! ge
i (Saida daUnidade)

>

B 1

| Caracteristicas | | {_._._._. swperior _ i UAPParaEir

i doeardctere [ poomeme mamemem smmmees = ; —

i a i ; ’ 1 ge : - - | === I ! ge =

_apresentado o | : — ] i — —>
: ] (Saida da Unidade)
Pasianes spmesnnayy S i o : UAPParaExtr H

Graus de evidéncia

=

ge
>

1

1

1

1

1

1

1

1

1

1

& 1
. !

___________________ i : Graus de evidéncia © ge —.—'._l : ge

L—p L= - i |- ~- - :
1

1

1

1

1

1

1

1

1

1

1

1

1

T

| Histograma: Autovalores do . : = i : ] ]
Componente Principal ' ; UAPParaExtr ! (Saida da Unidade)

Figura 28 - Processo de reconhecimento das caracteristicas do caractere apresentado

A UARL, Figura 29, responsabiliza-se por realizar o reconhecimento das
caracteristicas "Segmentos de Reta Verticais" e "Segmentos de Reta Horizontais"
através de duas unidades URP e, transformar a saidas dessas unidades em um Gnico

grau de evidéncia através de uma CNAPa.

Graus de evidéncia 1

Segmentos de Reta —
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Graus de evidéncia 1
i ge CNAPa

Segmentos de Reta I

Direita ou Base !

1
1
1
1
| -

Figura 29 - Arquitetura da Unidade de Agrupamento do Reconhecimento de Linhas (UARL) onde:
URP - Unidade de Reconhecimento de Padrdes, ge - grau de evidéncia resultante, CNAPa - Célula Neural
Artificial Paraconsistente Analitica
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A URP, Figura 30, realiza, apenas para as caracteristicas "Segmentos de Reta
Verticais" e "Segmentos de Reta Horizontais”, a comparacdo entre 0s graus de
evidéncia obtidos no processo de extracdo de caracteristica do caractere apresentado e

0s graus de evidéncia de um determinado caractere padréo.

Ftet=1 FTc=0
1
H q ' ge i Ftet=1 FTc=0
i | —
(padrdo) |J1 : s | ' 1
NAP 5 ge
<& l P
“2—> ]| _ge ’
(padrao) M2 | ! CNAPa
NAP
Ftet=1 FTc=0
3
MO—— = ' Ftet=1 Flc=0
(padrio) p3 P
NAP 8¢ .*\ Ftc=0
oW
p4_— g [] ——
1 \] -
(padrdo) |J4 > I e £
NAP : Ll S | | L7
N — a5
US Ftct=1 FTc=0 ' f\}/b :
50 U5 > 4 II ge i Ftct=1 FTc =0 |
(padrdo) p Mp < L " — | B CNAPpa
— | i
p6_> 1 I| ge .
(padrdo) p6 > CNAPa
NAP
Ftct=1 FTc=0
M7 —) —|
I ge 1
(padrao) J 7>~ o I —
NAP - 5
| . '
“8—’ |I ge . CNAPa ge— grau de evidéncia
(padrio) p8_’ . CNAPa Ftct—Fator de Toler}in@a .é contradigdo
NAP Ftc—Fator de Tolerancia a Certeza

Figura 30 - Arquitetura da Unidade de Reconhecimento de Padrdes (URP) onde:

w1, -, Mn - graus de evidéncia das caracteristicas do caractere apresentado, (padréo) py, ..., (padrdo) u, -
graus de evidéncia das caracteristicas do caractere padrdo, NAP - N6 de Andlise Paraconsistente, CNAPdi
- Célula Neural Artificial Paraconsistente de Detec¢do de Igualdade, CNAPa - Célula Neural Artificial
Paraconsistente Analitica, CNAPpa - Célula Neural Artificial Paraconsistente de Passagem

Essa URP recebe dois grupos de graus de evidéncia. Um refere-se ao caractere
apresentado ao sistema e 0 outro a um caractere padrdo. A entrada desses dados s&o
organizados em pares e apresentados, na primeira camada, a um algoritmo
paraconsistente denominado de N6 de Analise Paraconsistente (NAP) (Da Silva Filho et
al, 2010) responsavel por calcular o intervalo entre as duas entradas (Figura 31).
Posteriormente, as saidas de cada NAP sdo encaminhadas para as demais camadas,
compostas por CNAPa, para transformar essas saidas em um unico grau de evidéncia

resultante (segundo procedimento). O algoritmo do NAP é apresentado no Apéndice F.
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1
Her

e

A

Figura 31 — Representagdo simbdlica de um N6 de Analise Paraconsistente (NAP) onde:
u - evidéncia favoravel, A - evidéncia desfavoravel ou contraria, per - Grau de Evidéncia Resultante Real,
¢ - Intervalo de Evidéncia Resultante

Apos fazer o reconhecimento das caracteristicas "Segmentos de Reta Verticais" e
"Segmentos de Reta Horizontais", o sistema inicia o processamento de reconhecimento
das caracteristicas representadas por histogramas utilizando uma UAPParaExtr para
cada caracteristica.

A UAPParaExtr recebe duas listas de graus de evidéncia sendo uma da
caracteristica do caractere apresentado e outra da caracteristica do caractere padrao.
Para transformar as saidas dessas unidades em um Unico grau de evidéncia que
representard a saida final, ou seja, o grau de evidéncia de reconhecimento da
caracteristica, utilizamos um NAP para criar uma Unica lista que representa o intervalo
entre os pares de graus de evidéncia do caractere apresentado e do caractere padrao e, na
sequéncia, o Algoritmo Paraconsistente Extrator de Efeitos da Contradicdo (ParaExtrc)
desenvolvido por Da Silva Filho (2009), Figura 32, para calcular um Unico grau de
evidéncia para a caracteristica analisada (segundo procedimento), o qual tem a
caracteristica de extrair, de forma gradativa, os efeitos da contradicdo em sinais que
representam conhecimento incerto. O Algoritmo ParaExtr., é apresentado no Apéndice
F.

ParaExtr.,

Extrator de Contradicao

NAP

Gu=(n1,pn2, ... un)

Figura 32 — Algoritmo ParaExtr, (Da Silva Filho, 2009)
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Para cada histograma compara-se item a item 0s graus de evidéncia obtidos do
caractere padrdo e do caractere apresentado através de uma UAPParaEXxtr. Para cada par
de graus de evidéncia calculamos o valor indicativo de quanto na analise
paraconsistente a contradicdo estd influenciando sobre o valor obtido do grau de
evidéncia resultante real, ou seja, o Intervalo de Evidéncia (primeiro procedimento).

Considerando que GePadrao representa a lista de graus de evidéncia do caractere padrao,
GeCaractere representa a lista de graus de evidéncia do caractere apresentado, Gelntervalo
representa a lista de graus de evidéncia resultante do célculo do intervalo entre as listas
GePadrdo e GeCaractere, GeP representa um grau de evidéncia do caractere padrdo e GeC
representa um grau de evidéncia do caractere apresentado, temos "u = GeP" e "A = (1 —
GeC)" para cada par de entradas do NAP, onde cada valor do intervalo de evidéncia
calculado no NAP (Apéndice F - Algoritmo do NO6 de Anélise Paraconsistente - Passo

10 - Saida S,) € adicionado a nova lista de graus de evidéncia nomeada Gelntervalo.

Ex.
GePadréo = [08, 03, 0.7, 0.2 ]
GeCaractere = [06, 0.3, 0.2, 05 ]
Gelntervalo = [0.8, 1.0, 0.5 0.7]

Apds calcular os graus de evidéncia referentes ao Intervalo de Evidéncia entre as
caracteristicas dos caracteres, a lista Gelntervalo é submetida ao algoritmo ParaExtrgy
(Apéndice F - Algoritmo ParaExtry) para obter um Gnico grau de evidéncia que
representa 0 grau de evidéncia de reconhecimento da caracteristica selecionada

(segundo processo).
Ex. [0.8, 1.0, 05 0.7] 0,71

Na primeira etapa do algoritmo selecionam-se os graus de evidéncia de maior e
menor valor (Mmax € Mmin) de uma lista de graus de evidéncia, os quais compfem a
entrada do NAP, para a extragédo dos efeitos da contradi¢do: "u = pmax" € "A =1 - Umin".
Ele responsabiliza-se por calcular o intervalo entre as entradas p e A.

Apbs a primeira analise, os graus de evidéncia selecionados para a primeira etapa
sdo substituidos pelo resultado da analise realizada pelo NAP e, inicia-se a proxima
etapa seguindo os mesmos critérios da primeira. Como resultado desse algoritmo, se

obtém um Unico valor que representa o grau de evidéncia resultante.
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Depois de obter um Unico grau de evidéncia para cada caracteristica, realiza-se o
terceiro procedimento através do algoritmo ParaExtre,, responsavel por calcular um
unico grau de evidéncia para o caractere padrdo selecionado. Como entrada desse
procedimento considera-se uma lista composta pelos graus de evidéncia calculados para
cada caracteristica.

Nesse procedimento, primeiramente, cria-se uma lista apenas com 0s graus de
evidéncia das caracteristicas "Segmentos de Reta Verticais" e "Segmentos de Reta
Horizontais" e aplica-se o algoritmo ParaExtre,, na sequéncia, cria-se uma nova lista
com o valor resultante da primeira lista e os graus de evidéncia das demais

caracteristicas conforme mostra a Figura 33.

ParaExtr,
- Extrator de Contradicao
Segmentos de Reta Verticais—— NAP i
14 F" NAP
Segmentos de Reta Horizontais—— %% & il 75 ge
7:\’ | B —
Gl = (11, 12, ... pn) ParaExtr
ae Extrator de Contradicao
Histograma: Todos os Pixels da Matriz Binaria >
. : ge NAP
Histograma: Borda Externa Superior >
ge /" \
Histograma: Borda Externa | — \ ge
f . ge \‘ o —
Histograma: Borda Interna o > \ ) NAP
Histograma: Borda Diagonal Interna (direita/esquerda) > N/ 77N\
ge / \
Histograma: Borda Diagonal Interna (esquerda/direita) ( \H
. ge
Histograma: Cores da Imagem > » /1
) ge \ /
Histograma: Cores da Imagem por Coluna > N
L L
Histograma: Componente Principal > ’
ge =
Histograma: Autovalores do Componente Principal > Gu=(u1, p2, ... pn)

Figura 33 — Esquematizagao do algoritmo ParaExtr,, onde:
ge - grau de evidéncia, NAP - N6 de Anélise Paraconsistente, ParaExtry, - Algoritmo Paraconsistente
Extrator de Efeitos da Contradigdo, Gu - Lista de graus de evidéncia, p - grau de evidéncia

Ao final do processo de reconhecimento, cada caractere padrdo exibe um grau de
evidéncia, onde o maior valor representa o caractere reconhecido e, 0 menor valor
representa o caractere descartado pelo sistema computacional paraconsistente proposto
conforme arquitetura do sistema apresentada na Figura 16.

Assim, 0 conjunto desses processos sao realizados para cada caractere apresentado

ao sistema.
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A seguir apresenta-se alguns testes realizados com amostras de caracteres dos tipos

CMC-7 e numérico manuscrito com os melhores resultados obtidos para cada categoria.
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4 RESULTADOS

Para avaliar o desempenho do sistema, a principio, foram realizados testes com
caracteres do tipo CMC-7 e, posteriormente, com caracteres numeéricos manuscritos.

Para os testes com os caracteres do tipo CMC-7 foi selecionada uma amostra com
2.092 caracteres distintos a partir de cheques reais digitalizados.

E, para os testes com o0s caracteres numéricos manuscritos, foi selecionada uma
amostra de 1.050 caracteres digitalizados distintos.

Inicialmente o sistema foi implementado e configurado para fazer o
reconhecimento dos caracteres considerando apenas as caracteristicas "Segmentos de
Reta Verticais", "Segmentos de Reta Horizontais" e "Borda Externa".

Através dessa primeira configuracdo do sistema os resultados apresentados para o
reconhecimento da amostra de caracteres do tipo CMC-7 foram: 78,92% de acertos,
78,12% de sensibilidade, 98,16% de especificidade, 88,18% de eficiéncia e 96,77% de
acurécia, conforme Tabela 1.

Tabela 1 - Testes realizados pelo sistema configurado com as caracteristicas "Borda Externa”,

"Segmentos de Reta Verticais" e "Segmentos de Reta Horizontais" para o reconhecimentos de caracteres
do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Borda Externa + Segmentos de Reta Verticais + Segmentos de Reta Horizontais

Tipoda Tamanho

Acertos Erros Sensibilidade Especificidade Eficiéncia Acuracia
Amostra da Amostra

() 436 344 92 0,789 0,924 0857 0,896
q, 264 248 16 0,939 0,994 0967 0,987
" 122 101 21 0,823 0,98 0904 0,971
n 153 115 38 0,752 0,975 0863 0,959
I 152 151 1 0,993 0,999 099 0,999
B 190 153 37 0,805 0,994 0.9 0,977
6 111 78 33 0,703 0,928 0815 0,916
"y 98 94 4 0,959 0,998 0979 0,997
g;;; 146 58 88 0,397 0,996 0697 0954
) 102 46 56 0,451 0,992 0,722 0,966
m 138 98 40 0,71 0,995 0853 0,977
. 90 79 11 0,878 0,988 0933 0984
1l 90 86 4 0,956 0,998 0977 0,997

Total 2092 78,92% 21,08% 78,12% 98,16% 88,18%  96,77%
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E, os resultados apresentados para o reconhecimento da amostra de caracteres do
tipo numérico manuscrito foram: 79,24% de acertos, 79,19% de sensibilidade, 97,67%
de especificidade, 88,44% de eficiéncia e 95,86% de acuracia conforme Tabela 2.
Tabela 2 - Testes realizados pelo sistema configurado com as caracteristicas "Borda Externa”,

"Segmentos de Reta Verticais" e "Segmentos de Reta Horizontais" para o reconhecimentos de caracteres
do tipo Manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas: Borda Externa + Segmentos de Reta Verticais + Segmentos de Reta Horizontais

Tipoda Tamanho da

Acertos Erros  Sensibilidade Especificidade Eficiéncia Acuracia
Amostra  Amostra

o 109 13 96 0,119 0,966 0,543 0,878
1 92 56 36 0,609 0,986 0,798 0,953
2 121 107 14 0,884 0,987 0,936 0,975
3 134 129 5 0,963 0,993 0,978 0,99
4 85 73 12 0,859 0,993 0,926 0,982
5 103 93 10 0,903 0,997 0,95 0,988
6 104 104 0 1 0,985 0,993 0,987
7 88 86 2 0,9777 0,987 0,982 0,987
8 116 89 27 0,767 0,875 0,821 0,863
q 98 82 16 0,837 0,998 0,917 0,983
Total 1050 79,24% 20,76% 79,19% 97,67% 88,44%  95,86%

Posteriormente, o sistema foi aperfeicoado através da implementacdo de novos
tipos de mapeamento da imagem como "Todos os Pixels da Matriz Binaria", "Borda
Interna”, "Borda Diagonal Interna (direita/esquerda)”, "Borda Diagonal Interna
(esquerda/direita)”, "Core da Imagem”, "Cores da Imagem por Coluna”, "Componente
Principal” e "Autovalores do Componente Principal™ e novos tipos de extracdo de
caracteristicas como "Histograma: Todos os Pixels da Matriz Binéaria", "Histograma:
Borda Externa Superior”, "Histograma: Borda Interna”, "Histograma: Borda Diagonal
Interna (direita/esquerda)”, "Borda Diagonal Interna (esquerda/direita”, "Histograma:
Cores da Imagem"”, "Histograma: Cores da Imagem por Coluna”, "Histograma:
Componente Principal” e "Histograma: Autovalores do Componente Principal” e novos
testes foram realizados para ambos o0s tipos de caracteres, CMC-7 e numeéricos
manuscritos, com diferentes tipos de combinacdo de caracteristicas conforme

apresentado nos Apéndices A e B.
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Apo6s analisarmos os testes realizados com os caracteres do tipo CMC-7
apresentados no Apéndice A observamos que os melhores resultados foram obtidos a
partir da combinacdo das seguintes caracteristicas: "Histograma: Borda Interna” e
"Histograma: Borda Diagonal Interna (direita/esquerda), conforme mostra Tabela 3 e,
"Histograma: Borda Interna" e "Histograma: Borda Diagonal Interna (esquerda/direita),
conforme mostra Tabela 4. Ambas as configuracdes apresentaram 97,85% de acertos,
97,38% de sensibilidade, 99,81% de especificidade, 98,62% de eficiéncia e 99,67% de

acuracia.

Tabela 3 - Testes realizados pelo sistema configurado com as caracteristicas "Histograma: Borda Interna",
"Histograma: Borda Diagonal Interna (direita/esquerda)" para o reconhecimentos de caracteres do tipo
CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Borda Interna + Histograma: Borda Diagonal Interna
(direita/esquerda)

Tipoda Tamanho

Acertos Erros Sensibilidade Especificidade Eficiéncia Acuracia
Amostra da Amostra

() 436 434 2 0,995 0,999 0997 0,999
4, 264 261 3 0,989 0,999 0994 0998
" 122 122 0 1 0,999 1 0,999
& 153 152 1 0,993 0,998 0996 0,998
I 152 151 1 0,993 1 0997 0,999
Ej 190 179 11 0,942 1 0,71 0,995
& 11 109 2 0,982 0,997 0,99 0,997
"y 08 94 4 0,959 1 0,98 0,998
) 146 143 3 0,979 0,998 0989 0997
) 102 96 6 0,941 0,997 0969 099
m 138 133 5 0,964 0,999 0982 0997
A 90 87 3 0,967 0,99 0979 0,989
Il 90 86 4 0,956 0,999 0977 0997
Total 2092  97,85% 2,15%  97,38% 99,81% 96,62%  99,67%

Apos analisarmos os testes realizados com os caracteres do tipo numerico
manuscrito apresentados no Apéndice B observamos que os melhores resultados foram
obtidos a partir da combinacdo das seguintes caracteristicas: "Histograma: Borda

Externa" e "Histograma: Borda Diagonal Interna (direita/esquerda), conforme mostra
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Tabela 5. Essa configuracdo apresentou 91,62% de acertos, 91,27% de sensibilidade,
99,07% de especificidade, 95,16% de eficiéncia e 98,32% de acuréacia.
Tabela 4 - Testes realizados pelo sistema configurado com as caracteristicas "Histograma: Borda Interna”,

"Histograma: Borda Diagonal Interna (esquerda/direita)" para o reconhecimentos de caracteres do tipo
CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Borda Interna + Histograma: Borda Diagonal Interna
(esquerda/direita)

Tipoda  Tamanho

Acertos Erros Sensibilidade Especificidade Eficiéncia Acuréacia
Amostra da Amostra

0 436 434 2 0,995 0,999 0,997 0,999
1, 264 261 3 0,989 0,999 0,994 0,998
iy 122 122 0 1 0,999 1 0,999
i 153 152 1 0,993 0,998 0,996 0,998
e 152 151 1 0,993 1 0,997 0,999
B 190 179 11 0,942 1 0,971 0,995
H 111 109 2 0,982 0,997 0,99 0,997
"y 98 94 4 0,959 1 0,98 0,998
= 146 143 3 0,979 0,998 0,989 0,997
) 102 96 6 0,941 0,997 0,969 0,994
m 138 133 5 0,964 0,999 0,982 0,997
| 90 87 3 0,967 0,99 0,979 0,989
Pl 90 86 4 0,956 0,999 0,977 0,997
Total 2092 97,85% 215%  97,38% 99,81% 98,62%  99,67%

Tabela 5 - Testes realizados pelo sistema configurado com as caracteristicas "Histograma: Borda
Externa", "Histograma: Borda Diagonal Interna (direita/esquerda)" para o reconhecimentos de caracteres
do tipo numérico manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Histograma: Borda Externa + Histograma: Borda Diagonal Interna (direita/esquerda)

Tipoda Tamanho da
Amostra  Amostra

Acertos Erros Sensibilidade Especificidade Eficiéncia  Acuracia

o 109 109 0 1 0,994 0,997 0,994
1 92 62 30 0,674 0,996 0,835 0,968
2 121 118 3 0,975 0,986 0,981 0,985
3 134 123 11 0,918 0,993 0,956 0,984
4 85 77 8 0,906 0,997 0,951 0,989
5 103 81 22 0,786 0,996 0,891 0,975
6 104 103 1 0,99 0,975 0,982 0,976
7 88 87 1 0,989 0,987 0,988 0,988
8 116 109 7 0,94 0,985 0,962 0,98
q 98 93 5 0,949 0,998 0,973 0,993

Total 1050 91,62% 8,38% 91,27% 99,07% 95,16% 98,32%
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A curva ROC que representa os resultados para caracteres dos tipos CMC-7 e
numérico manuscrito descritos nas tabelas 3 e 5 é apresentada no Apéndice D.

Também foi implementado no sistema a op¢do de comparar as caracteristicas
expressas em histogramas considerando apenas 0s picos superiores e inferiores do
histograma, porém, os resultados obtidos ndo foram satisfatorios. Para os caracteres do
tipo CMC-7 obtivemos apenas 8,03% de acertos considerando o0s picos das
caracteristicas "Histograma: Borda Interna” e "Histograma: Borda Diagonal Interna
(direita/esquerda)"” conforme mostra a Tabela 6 e 15,87% de acertos considerando 0s
picos das caracteristicas "Histograma: Borda Interna" e "Histograma: Borda Diagonal
Interna (esquerda/direita)” conforme mostra a Tabela 7. E, para os caracteres do
numérico manuscrito obtivemos apenas 18,76% de acertos considerando os picos das
caracteristicas "Histograma: Borda Externa" e "Histograma: Borda Diagonal Interna
(direita/esquerda)" conforme mostra a Tabela 8.

Tabela 6 - Testes realizados pelo sistema configurado com os picos superiores e inferiores das

caracteristicas "Histograma: Borda Interna"”, "Histograma: Borda Diagonal Interna (direita/esquerda)"”
para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Picos superiores e inferiores das caracteristicas Histograma: Borda Interna + Histograma: Borda
Diagonal Interna (direita/ esquerda)

Tipoda  Tamanho

Acertos Erros Sensibilidade Especificidade Eficiéncia Acuracia
Amostra da Amostra

] 436 30 406 0,069 0,961 0515 0,775
1, 264 10 244 0,038 0,971 0504 0,853
) 122 1 121 0,009 0,992 0,5 0,935
; 153 4 149 0,026 0,98 0503 0,911
e 152 2 150 0,013 0,987 0,5 0,916
El 190 3 187 0,015 0,996 0506 0,907
H 111 2 109 0,018 0,99 0504 0,938
' 98 15 83 0,153 0,89 0521 0855
(=) 146 4 142 0,027 0,981 0504 0,915
5] 102 2 100 0,02 0,989 0,504 0942
m 138 10 128 0,072 0,966 0519 0,907
Al 90 60 30 0,667 0,521 0504 0528
Pl 90 25 65 0,278 0,799 0538 0777

Total 2092 8,03% 91,49% 10,81% 92,48% 51,63% 85,84%
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Tabela 7 - Testes realizados pelo sistema configurado com os picos superiores e inferiores das
caracteristicas "Histograma: Borda Interna", "Histograma: Borda Diagonal Interna (esquerda/direita)"
para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Picos superiores e inferiores das caracteristicas Histograma: Borda Interna + Histograma: Borda
Diagonal Interna (esquerda/direita)

Tipoda Tamanho

Acertos Erros Sensibilidade Especificidade Eficiéncia Acuracia
Amostra da Amostra

o] 436 37 399 0,085 0,987 0,536 0,799
1 264 45 219 0,17 0,932 0,552 0,836
" 122 6 116 0,049 0,976 0,512 0,921
" 153 10 143 0,065 0,973 0,519 0,906
it 152 30 122 0,197 0,982 0,59 0,925
B 190 6 184 0,031 0,993 0,512 0,905
H 111 10 101 0,09 0,97 0,53 0,923
y 98 34 64 0,347 0,802 0,575 0,781
) 146 20 126 0,137 0,954 0,546 0,897
) 102 3 99 0,029 0,972 0,501 0,926
m 138 27 111 0,196 0,904 0,55 0,857
f; 90 58 32 0,644 0,759 0,701 0,754
o 90 46 44 0,511 0,901 0,706 0,884
Total 2092 1587% 84,13%  19,62% 93,12% 56,38%  87,03%

Tabela 8 - Testes realizados pelo sistema configurado com os picos superiores e inferiores das
caracteristicas "Histograma: Borda Externa"”, "Histograma: Borda Diagonal Interna (direita/esquerda)"”
para o reconhecimentos de caracteres do tipo numérico manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Picos superiores e inferiores das caracteristicas Histograma: Borda Externa + Histograma: Borda
Diagonal Interna (direita/esquerda)

Tipoda Tamanho

Acertos Erros Sensibilidade Especificidade Eficiéncia  Acurécia
Amostra da Amostra

o 109 5 104 0,046 0,989 0,518 0,891
1 92 76 16 0,826 0,476 0,651 0,507
2 121 25 96 0,201 0,922 0,564 0,84
3 134 1 133 0,001 1 0,504 0,873
4 85 13 72 0,153 0,957 0,555 0,892
5 103 0 103 0 0,498 0,498 0,898
6 104 27 77 0,26 0,935 0,598 0,869
7 88 23 65 0,261 0,933 0,597 0,877
8 116 26 90 0,224 0,898 0,512 0,824
q 98 1 97 0,01 0,996 0,503 0,904

Total 1050 18,76% 81,24% 19,82% 86,04% 55,00% 83,75%
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Além dos testes com caracteres do tipo CMC-7 e numérico manuscrito, optamos
por realizar testes com caracteres alfabéticos maidsculos e mindsculos com as fontes
"Arial" e "Times New Roman" e, manuscritos para avaliar como o sistema se comporta
com esses tipos de caracteres. Para esses testes ndo foram selecionados caracteres

acentuados e/ou especiais.

As tabelas do Apéndice C mostram:

e 0s resultados obtidos para o reconhecimento de uma amostra de 1.783 caracteres
do tipo alfabético com fonte "Arial", tamanho 12, adotando as caracteristicas
"Histograma: Borda Externa” e "Histograma: Borda Diagonal Interna
(direita/esquerda)” e, sem aplicar nenhum pré-tratamento nas imagens. Essa
configuracdo apresentou 82,45% de acertos, 90,97% de sensibilidade, 99,66%%
de especificidade, 95,32% de eficiéncia e 99,34% de acuracia;

e 0s resultados obtidos para o reconhecimento de uma amostra de 264 caracteres
do tipo alfabético com fonte "Times New Roman", tamanho 12, adotando as
caracteristicas "Histograma: Borda Interna" e "Histograma: Borda Diagonal
Interna (esquerda/direita)” e, sem aplicar nenhum pré-tratamento nas imagens.
Essa configuracdo apresentou 95,08% de acertos, 95,19% de sensibilidade,
99,90% de especificidade, 97,55% de eficiéncia e 99,81% de acuracia;

e 0s resultados obtidos para o reconhecimento de uma amostra de 284 caracteres
do tipo alfabético manuscrito, adotando as caracteristicas "Histograma: Borda
Externa” e "Histograma: Borda Diagonal Interna (direita/esquerda)” e, sem
aplicar nenhum pré-tratamento nas imagens. Essa configuracdo apresentou
46,48% de acertos, 47,54% de sensibilidade, 98,95% de especificidade, 73,25%

de eficiéncia e 97,94% de acuracia;

Os testes com caracteres do tipo alfabético foram apenas experimentais, porém, de
acordo os resultados obtidos o sistema se mostrou apto para reconhecé-los. Através de
algumas adaptacbes e aperfeicoamentos, o sistema também estara apto fazer o

reconhecimento de caracteres acentuados e especiais com melhor preciséo.
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5 DISCUSSAO

O Sistema Computacional Paraconsistente foi construido com o objetivo de
desenvolver uma ferramenta capaz de realizar o reconhecimento de caracteres
numéricos com um padrdo previamente determinado e caracteres numéricos
manuscritos através dos métodos descritos no capitulo 3.

O Sistema Computacional Paraconsistente é um sistema web que foi desenvolvido
através do uso da linguagem de programacdo Python e do framework Pyramid.
Apresenta-se no Apéndice G o codigo-fonte dos principais médulos do sistema. Com
relacdo a base de dados dos caracteres padrdes e das amostras dos caracteres submetidos

aos testes, as imagens foram colocadas em um diretério interno do sistema, ou seja, a
base de dados encontra-se em um diretorio interno do sistema organizados em pastas.
Com relacdo a base de dados do conjunto de caracteristicas extraidas dos caracteres
padrdes e caracteres apresentados das amostras, as caracteristicas sdo agrupadas durante
0 processamento e gravadas em um arquivo texto do tipo "json". Esses arquivos também
sdo gravados em um diretorio interno do sistema e organizados em pastas.

Como produto final desse trabalho apresentamos na Figura 34 uma visao geral do
Sistema Computacional Paraconsistente.

(sistema)
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- Amostras de
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Padrées Caracteres
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11
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23
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Figura 34 — Viséo geral do Sistema Computacional Paraconsistente
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Conforme mostra a Figura 34, inicialmente o sistema importa os caracteres padroes
(Figura 27) disponibilizados em uma base de dados, extrai as caracteristicas de cada
caractere da amostra em formato de em graus de evidéncia e grava essas caracteristicas
em uma base de dados em formato de arquivo. Ap0s extrair as caracteristicas de todos
0s caracteres padrdes, 0 sistema esté apto a fazer o reconhecimento de caracteres do tipo
CMC-7 e numérico manuscrito.

No processo de extracdo das caracteristicas dos caracteres padrdes, todas as
caracteristicas apresentadas na segunda camada da arquitetura geral do sistema (Figura
16) sdo extraidas dos caracteres, a saber, "Segmentos de Reta Verticais", "Segmentos de
Reta Horizontais", "Histograma: Todos os Pixels da Matriz Binéaria", "Histograma:
Borda Externa Superior”, "Histograma: Borda Externa”, "Histograma: Borda Interna",
"Histograma: Borda Diagonal Interna (direita/esquerda)”, "Borda Diagonal Interna
(esquerda/direita)”, "Histograma: Cores da Imagem", "Histograma: Cores da Imagem
por Coluna”, "Histograma: Componente Principal” e "Histograma: Autovalores do
Componente Principal”

Para fazer o reconhecimento de uma amostra de caracteres, CMC-7 ou numérico
manuscrito, o sistema importa a amostra da base de dados, extrai as caracteristicas de
todos os caracteres da mesma em formato de graus de evidéncia e, também, grava essas
caracteristicas em uma base de dados em formato de arquivo. Em seguida, o sistema faz
0 reconhecimento das caracteristicas de cada caractere da amostra através da
comparacdo das caracteristicas do caractere da amostra com as caracteristicas dos
caracteres padrbes e, posteriormente, faz uma analise dos resultados obtidos no
reconhecimento de cada caracteristica através de um algoritmo para definir o caractere
reconhecido para cada caractere da amostra. Como finalizacdo do processo de
reconhecimento o sistema exibe uma lista dos caracteres da amostra com Seus
respectivos caracteres reconhecidos.

Inicialmente foi implementado como tipo de mapeamento na primeira camada da
arquitetura do sistema (Figura 16) apenas a "Borda Externa” e definimos na segunda
camada da arquitetura somente as caracteristicas "Segmentos de Reta Verticais",
"Segmentos de Reta Horizontais" e "Histograma: Borda Externa” para compor o
processo de extracdo de caracteristicas para ambos os tipos de caracteres, onde a

porcentagem de acertos obtida para uma amostra de 2.092 caracteres do tipo CMC-7 foi
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de 78,92 % e, para uma amostra de 1.050 caracteres do tipo numérico manuscrito de
79,24%.

Com o objetivo de aumentar a porcentagem de reconhecimento de ambos 0s tipos
de caracteres, adicionamos a primeira camada da arquitetura do sistema novos tipos de
mapeamento como "Todos os Pixels da Matriz Binaria”, "Borda Interna”, "Borda
Diagonal Interna (direita/esquerda)”, "Borda Diagonal Interna (esquerda/direita)”, "Core
da Imagem”, "Cores da Imagem por Coluna", "Componente Principal” e "Autovalores
do Componente Principal™ e, assim, novos tipos de caracteristicas foram também
acrescentadas a segunda camada da arquitetura como "Histograma: Todos os Pixels da
Matriz Binaria", "Histograma: Borda Externa Superior", "Histograma: Borda Interna",
"Histograma: Borda Diagonal Interna (direita/esquerda)”, "Borda Diagonal Interna
(esquerda/direita)”, "Histograma: Cores da Imagem", "Histograma: Cores da Imagem
por Coluna”, "Histograma: Componente Principal” e "Histograma: Autovalores do
Componente Principal”. (Figura 16)

A partir desses novos tipos de mapeamento e caracteristicas, o sistema foi adaptado
para oferecer a flexibilidade de combinar varios tipos de caracteristicas como objetivo
de encontrar a melhor combinacdo de caracteristicas capaz de oferecer um bom
resultado de reconhecimento para cada tipo de caractere, CMC-7 e numérico
manuscrito.

Para identificarmos a melhor combinacdo de caracteristicas para cada tipo de
caractere, foram realizados os testes descritos nas tabelas do Apéndice A para os
caracteres do tipo CMC-7 e os testes descritos no Apéndice B para os caracteres do tipo
numerico manuscrito.

Apds analisarmos os testes do Apéndice A identificamos que a melhor arquitetura
do sistema para os caracteres do tipo CMC-7 é composta pelas caracteristicas
"Histograma: Borda Interna” e "Histograma: Borda Interna Diagonal (esquerda/direta)”
ou, pelas caracteristicas "Histograma: Borda Interna" e "Histograma: Borda Interna
Diagonal (direita/esquerda). Ambas as configuracbes apresentaram a mesma
porcentagem de acerto (97,85%), sensibilidade (97,38%), especificidade (99,81%),
eficiéncia (98,62%) e acurécia (99,67%).

Com relacdo aos caracteres numeéricos manuscritos, apos analisarmos os testes do

Apéndice B, identificamos que a melhor arquitetura do sistema para os caracteres do
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tipo CMC-7 é composta pelas caracteristicas "Histograma: Borda Externa" e
"Histograma: Borda Interna Diagonal (direita/esquerda)” com porcentagem de acerto
(91,62%), sensibilidade (91,27%), especificidade (99,07%), eficiéncia (95,16%) e
acurécia (98,32%).

Tendo como base a Tabela 9, a sensibilidade é calculada por " A / (A + C)", a
especificidade por " D / (B + D)", a eficiéncia por "(sensibilidade + especificidade) / 2"
e, a acuracia por "(A+D) / A+ B + C + D)". (Cios; Moore, 2002)

Tabela 9 - Possiveis resultados de um teste

Progndstico Diagnostico (resultado confirmado) Total
ota
(resultado testado) Positivo Negativo
o A B
Positivo . o o A+B
(verdadeiro positivo) (falso positivo)
) C D
Negativo . . . C+D
(falso negativo) (verdadeiro negativo)
Total A+C B+D A+B+C+D

Levando-se em consideracdo alguns estudos prévios em reconhecimento de
caracteres encontramos que o sistema "MICR reader" da VeriFone - baseado nas RNAs
- alcancou 99,6% de acuracia conforme Abdleazeem e El-Sherif em Hammerstrom
(1993) e Oksiliz (2003) apresentou um sistema de reconhecimento de caracteres
manuscritos com 90,21% de acertos que combina as vantagens de ambos os sistemas
on-line e off-line. Esse Gltimo utiliza uma camera de video regular para detectar as
posicOes da ponta da caneta enquanto 0s caracteres sdo escritos e essas posi¢des sao
utilizadas para calcular a informacédo direcional. Assim, os caracteres séo classificados
pela sequéncia de direcdes escritas.

Do ponto de vista industrial em Jayadevan et al. (2012) o A2iA "CheckReader"
reconhece textos impressos por maguina com 99% de acuracia e textos manuscritos com
um formato previamente determinado (constrained handwritten text) com 96% de
acuracia, ultrapassando alguns dos fornecedores de destaque na area de processamento
automatico de cheques bancarios Mitek, Parascript e SoftPro utilizando RNAs.

Encontramos também a patente de Seiko Epson Corporation (2002) que faz o
reconhecimento dos caracteres do tipo CMC-7 com base nas formas de onda detectadas

a partir das 7 barras que compGe cada caractere, ou seja, a combinacgéo das larguras dos
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espacos entre as barras. A partir dessas formas de onda detectadas para cada caractere,
sdo geradas ondas integradas e determina-se o intervalo efetivo (effective range) da
onda integrada para cada caractere. Cada caractere consiste em 7 barras, portanto, sua
respectiva onda integrada € composta por 7 picos positivos e 7 picos negativos
formando "vales" entre os picos positivos e negativos podendo variar entre “profundos”
e "rasos" dependendo da largura dos espacgos entre as barras. Assim, 0s caracteres sdo
reconhecidos com base no intervalo valido da onda integrada e na posicéo relativa dos
"vales profundos" na onda integrada.

Assim, o Sistema Computacional Paraconsistente proposto se mostrou capaz de
produzir resultados tdo bons quanto os outros sistemas.

Como investigacdes e aplicacOes praticas futuras se apresenta as seguintes
sugestoes:

e O estudo da utilizacdo de Redes Neurais Artificiais de aprendizagem na fase de
reconhecimento com intuito de melhorar a performance e desempenho do
sistema para reconhecer caracteres com ou sem um padrdo previamente
determinado;

e O estudo e desenvolvimento de um mddulo de aquisi¢do da imagem em tempo
real via scanner para ser acoplado ao sistema e;

e O desenvolvimento de um médulo de pré-tratamento da imagem com um estudo
mais aprofundado em filtros de remocao de ruidos da imagem para ser acoplado
ao sistema com intuito de proporcionar melhor performance no reconhecimento

dos caracteres.
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6 CONCLUSAO

Nesta dissertacdo propusemos um sistema computacional paraconsistente
automatizado - Sistema Computacional Paraconsistente - para o reconhecimento de
caracteres numericos manuscritos, onde atraves do uso de RNAPs obtivemos resultados
com porcentagem de 97,85% de acertos para os caracteres do tipo CMC-7 e 91,62%
para 0s caracteres numericos manuscritos.

A forma como se considerou a coleta das evidéncias, bem como a construgdo do
Sistema Computacional Paraconsistente proposto, foi capaz de tratar eficazmente
aspectos ambiguos e incertos inerentes a analise de dados ruidosos, de forma direta sem
trivializacdo. Como se pdde ver na exposicdo, esse sistema € capaz de produzir
resultados tdo bons quanto os outros sistemas. Assim, 0 sistema proposto mostrou-se
totalmente operacional e, também, aplicavel para andlise de MICR CMC-7
automatizado.

Os resultados experimentais obtidos para o reconhecimento de caracteres
alfabéticos também demonstra que o mesmo sistema pode ser adaptado para fazer o
reconhecimentos de outros tipos de caracteres. Dessa forma, a metodologia proposta
pode ser adaptada para uso em sistemas administrativos hospitalares com o objetivo de
reconhecer dados digitalizados do prontuario do paciente, receitas médicas ou apenas
identificar pacientes por codigo de barras ou protocolo.

Mostra-se, assim, que os resultados obtidos ao longo desse trabalho demonstra que
a metodologia adotada para manipular dados imprecisos, inconsistentes e paracompletos
durante o processo de reconhecimento de caracteres sdo eficientes e nos encoraja a
aplicar essas idéias nas diversas areas de aplicacdo médica, tecnologica e areas
correlatas em reconhecimento de padrGes. Em particular, estaremos interessados em
aplicar futuramente essa técnica em reconhecimento de imagem e sinais em geral, temas
da Biomedicina que possui grande importancia no segmento de diagnosticos clinicos,
interpretacdo e analise de imagens, interpretacdo e analise de sinais, desenvolvimento de

drogas e outros temas de importancia na area da Medicina.
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APENDICES

APENDICE A - Testes realizados com caracteres do tipo CMC-7

Tabela 10 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Todos os Pixels da Matriz Binaria" para o reconhecimento de caracteres do

tipo CMC-7
Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Todos os Pixels da Matriz Binaria
Tioo da Tamanho
A p da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
mostra
Amostra
3 436 283 153 283 1646 10 153 0,649 0,994 0,821 0,922
1 264 254 10 254 1815 13 10 0,962 0,993 0,977 0,989
“ 122 83 39 83 1948 22 39 0,68 0,989 0,835 0,971
o 153 141 12 141 1787 152 12 0,922 0,922 0,922 0,922
1 152 142 10 142 1907 33 10 0,934 0,983 0,959 0,979
k) 190 120 70 120 1898 4 70 0,632 0,998 0,815 0,965
1] 111 69 42 69 1978 3 42 0,622 0,998 0,81 0,978
' 98 91 7 91 1847 147 7 0,929 0,926 0,927 0,926
o 146 102 44 102 1921 25 44 0,699 0,987 0,843 0,967
) 102 73 29 73 1972 18 29 0,716 0,991 0,853 0,977
i 138 56 82 56 1887 67 82 0,406 0,966 0,686 0,929
I 90 79 11 79 1976 26 11 0,878 0,987 0,932 0,982
wl 90 71 19 71 1994 8 19 0,789 0,996 0,892 0,987
Total 2092 7476% 2524% 1564 24576 528 528  7552% 97,92% 86,71%  96,11%

Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +




Tabela 11 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Borda Externa Superior" para o reconhecimentos de caracteres do tipo CMC-
7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Borda Externa Superior

Tipo da Tarr(;anho T e S 2
ACETR a Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra
||::I| 436 72 364 72 1567 89 364 0,165 0,946 0,556 0,783
" 264 259 5 259 1818 10 5 0,981 0,994 0,988 0,993
::Ill 122 21 101 21 1897 73 101 0,172 0,963 0,567 0,917
::i} 153 23 130 23 1869 70 130 0,15 0,964 0,557 0,904
ey 152 50 102 50 1876 64 102 0,329 0,967 0,648 0,921
!!::ii 190 24 166 24 1894 8 166 0,126 0,996 0,561 0,917
||ii 111 67 44 67 1322 659 44 0,604 0,667 0,635 0,664
" 98 13 85 13 1979 15 85 0,133 0,992 0,562 0,952
HEEI: 146 1 145 1 1917 29 145 0,007 0,985 0,496 0,917
!H| 102 14 88 14 1901 89 88 0,137 0,955 0,546 0,915
i 138 37 101 37 1881 73 101 0,268 0,962 0,615 0,917
;|||||; 90 80 10 80 1923 79 10 0,889 0,96 0,925 0,957
||||| 90 72 18 72 1901 101 18 0,8 0,949 0,875 0,943
Total 2092  3504% 64,96% 733 23745 1359 1359 36,62% 94,62% 65,62%  90,00%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 12 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Borda Externa" para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Borda Externa

Tipo da Tamanho
Arr?ostra da Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra
||::]| 436 435 1 435 1626 30 1 0,998 0,982 0,99 0,985
::||II 264 261 3 261 1828 0 3 0,989 1 0,994 0,999
::i!! 122 118 4 118 1970 0 4 0,967 1 0,984 0,998
:: } 153 151 2 151 1935 4 2 0.987 0,998 0,992 0,997
ey 152 151 1 151 1940 0 1 0,993 1 0,997 0,999
E 190 171 19 171 1902 0 19 0,9 1 0,95 0,991
||ii 111 109 2 109 1971 10 2 0,982 0,995 0,995 0,994
i 98 97 1 97 1993 1 1 0,99 0,999 0,999 0,999
:H: 146 140 6 140 1942 4 6 0,959 0,998 0,998 0,995
!H| 102 94 8 94 1981 9 8 0,922 0,995 0,995 0,992
i 138 117 21 117 1954 0 21 0,848 1 1 0,99
;|||||; 90 88 2 88 1990 12 2 0,978 0,994 0,994 0,993
||||| 90 88 2 88 2000 2 2 0,978 0,999 0,999 0,998
Total 2092 96,56% 3,44% 2020 25032 72 72 88,49% 99,69% 99,13%  99,46%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 13 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Borda Interna™ para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Borda Interna

Tipo da TEEN e - e o -
Amostra da Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra

||::I| 436 434 2 434 1654 2 2 0,995 0,999 0,997 0,998
" 264 261 3 261 1825 3 3 0,989 0,998 0,993 0,997
::Ill 122 122 0 122 1969 1 0 1 0,999 1 0,999
::i} 153 152 1 152 1935 4 1 0,993 0,998 0,996 0,998
it 152 151 1 151 1940 O 1 0,993 1 0,997 0,999
!.::ii 190 177 13 177 1902 0 13 0,931 1 0,966 0,994
||ii 111 109 2 109 1973 8 2 0,931 0,996 0,989 0,995
" 98 94 4 94 1994 0 4 0,982 1 0,98 0,998
:H: 146 143 3 143 1942 4 3 0,959 0,998 0,989 0,997
!H| 102 96 6 96 1984 6 6 0,979 0,997 0,969 0,994
i 138 133 5 133 1954 O 5 0,941 1 0,982 0,998
;|||||; 90 87 3 87 1985 17 3 0,967 0,991 0,979 0,99
||||| 90 86 4 86 2000 2 4 0,956 0,999 0,977 0,997
Total 2092 97,75% 2,25% 2045 25057 47 47 97,05% 99,81% 98,57%  99,65%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 14 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Borda Diagonal Interna (direita/esquerda)” para o reconhecimentos de
caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Borda Diagonal (direita/esquerda)

Tipo da TEEN e - e o -
ATTOET da Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra

||::I| 436 431 5 431 1649 7 5 0,988 0,996 0,992 0,994
::||" 264 262 2 262 1815 13 2 0,992 0,993 0,993 0,993
::Ill 122 107 15 107 1960 10 15 0,877 0,995 0,936 0,988
::i} 153 145 8 145 1924 15 8 0,948 0,992 0,97 0,989
it 152 150 2 150 1940 O 2 0,987 1 0,993 0,999
!!::ii 190 158 32 158 1900 2 32 0,832 0,999 0,915 0,984
||ii 111 109 2 109 1949 32 2 0,982 0,984 0,983 0,984
" 98 96 2 96 1986 8 2 0,98 0,996 0,988 0,995
:“EI: 146 129 17 129 1946 0 17 0,884 1 0,942 0,992
!H| 102 96 6 96 1981 9 6 0,941 0,995 0,968 0,993
m 138 124 14 124 1951 3 14 0,898 0,998 0,948 0,992
;|||||; 90 81 9 81 1995 7 9 0,9 0,996 0,948 0,992
||||| 90 79 11 79 1983 19 11 0,878 0,99 0,934 0,986

Total 2092 94,02% 5,98% 1967 24979 125 125 92,98% 99,49% 96,23%  99,08%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 15 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Borda Diagonal Interna (esquerda/direita)" para o reconhecimentos de
caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Borda Diagonal (esquerda/direita)

Tipo da Tarr(;anho T e S 2
ATTOET a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra
||::I| 436 426 10 426 1654 2 10 0,977 0,999 0,988 0,994
::||" 264 238 26 238 1824 4 26 0,901 0,998 0,95 0,986
::Ill 122 100 22 100 1969 1 22 0,82 0,999 0,91 0,989
" } 153 152 1 152 1900 39 1 0,993 0,98 0,987 0,981
it 152 152 0 152 1933 7 0 1 0,996 0,998 0,997
E 190 159 31 159 1887 15 31 0,834 0,992 0,914 0,978
||ii 111 106 5 106 1973 8 5 0,955 0,996 0,975 0,994
i 98 96 2 96 1970 24 2 0,98 0,988 0,984 0,988
:H: 146 123 23 123 1943 3 23 0,842 0,998 0,92 0,988
!H| 102 93 9 93 1947 43 9 0,912 0,978 0,945 0,975
i 138 95 43 95 1941 13 43 0,688 0,993 0,841 0,973
;|||||; 90 62 28 62 1962 40 28 0,689 0,98 0,834 0,967
||||| 90 70 20 70 1981 21 20 0,778 0,989 0,884 0,98
Total 2092 89,48% 10,52% 1872 24834 220 220 87,45% 99,12% 93,31%  98,38%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 16 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Cores da Imagem" para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Cores da Imagem

Tipo da Tarr(;anho - e s 2
Amostra Amoztra Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acuréacia
||::I| 436 44 392 44 1440 216 392 0,101 0,867 0,485 0,71
::||" 264 25 239 25 1588 240 239 0,095 0,869 0,482 0,771
::Ill 122 2 120 2 1919 51 120 0,016 0,974 0,495 0,918
::i} 153 4 149 4 1851 88 149 0,03 0,955 0,49 0,887
i 152 7 145 7 1814 126 145 0,05 0,935 0,49 0,87
!.::ii 190 6 184 6 1829 73 184 0,03 0,962 0,497 0,877
||ii 111 14 97 14 1719 262 97 0,13 0,868 0,497 0,828
" 98 21 77 21 1704 290 77 0,214 0,855 0,534 0,825
:H: 146 8 138 8 1851 95 138 0,055 0,952 0,503 0,889
!!iii| 102 1 101 1 1937 53 101 0,01 0,973 0,492 0,927
i 138 2 136 2 1905 49 136 0,014 0,975 0,495 0,912
;|||||; 90 1 89 1 1856 146 89 0,011 0,927 0,469 0,888
||||| 90 12 78 12 1746 256 78 0,133 0,872 0,503 0,84
Total 2092 7,03% 9297% 147 23159 1945 1945 6,84% 92,18% 49,48%  85,71%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VVN) / (VP + FP + FN + VN)




Tabela 17 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Cores por Coluna da Imagem" para o reconhecimentos de caracteres do tipo
CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Cores por Coluna da Imagem

Tipo da Tarr(;anho T e S 2
Amostra a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra

||::I| 436 379 57 379 1655 1 57 0,869 0,999 0,934 0,972
::||" 264 243 21 243 1822 6 21 0,92 0,997 0,956 0,987
::Ill 122 111 11 111 1960 10 11 0,91 0,995 0,952 0,99
" } 153 141 12 141 1934 5 12 0,922 0,997 0,96 0,992
it 152 143 9 143 1830 60 9 0,941 0,969 0,955 0,967
E 190 175 15 175 1889 13 15 0,921 0,993 0,957 0,987
||iiiii 111 97 14 97 1974 7 14 0,874 0,996 0,935 0,99
i 98 94 4 94 1957 37 4 0,96 0,981 0,97 0,98
:H: 146 131 15 131 1946 0 15 0,897 1 0,949 0,993
!H| 102 7 25 77 1988 2 25 0,755 0,999 0,877 0,987
i 138 100 38 100 1927 27 38 0,725 0,986 0,855 0,969
;|||||; 90 76 14 76 1941 61 14 0,844 0,969 0,907 0,964
||||| 90 66 24 66 1972 30 24 0,733 0,985 0,859 0,974
Total 2092 87,62% 12,38% 1833 24845 259 259 86,70% 98,97% 92,82%  98,09%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 18 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Componente Principal” para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Componente Principal

Tipo da Tarr(;anho T e S 2
Amostra a Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acuréicia
Amostra

||::I| 436 75 361 75 1476 180 361 0,172 0,891 0,532 0,741
::||" 264 199 65 199 1103 725 65 0,754 0,603 0,679 0,622
::Ill 122 4 118 4 1969 1 118 0,033 0,999 0,516 0,943
::i} 153 11 142 11 1885 54 142 0,072 0,972 0,522 0,906
it 152 23 129 23 1885 55 129 0,151 0,972 0,561 0,912
!.::ii 190 11 179 11 1894 8 179 0,058 0,996 0,527 0,911
||ii 111 6 105 6 1951 30 105 0,054 0,985 0,519 0,935
" 98 13 85 13 1985 9 85 0,133 0,995 0,564 0,955
:H: 146 18 128 18 1890 56 128 0,123 0,971 0,547 0,912
!H| 102 26 76 26 1798 192 76 0,255 0,904 0,579 0,872
i 138 27 111 27 1648 306 111 0,196 0,843 0,520 0,801
;|||||; 90 3 87 3 1998 4 87 0,033 0,998 0,516 0,957
||||| 90 7 83 7 1953 49 83 0,078 0,976 0,527 0,937
Total 2092  20,22% 79,78% 423 23435 1669 1669 16,24% 93,12% 54,68%  87,73%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 19 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Autovalores do Componente Principal™ para o reconhecimentos de caracteres
do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Autovalores do Componente Principal

Tipo da Tarr(;anho T e S 2
ATTOET a Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acuréicia
Amostra

||::I| 436 0 436 0 1656 0 436 0,000 1,000 0,500 0,792
::||" 264 5 259 5 1789 39 259 0,019 0,979 0,499 0,858
::Ill 122 70 52 70 1816 154 52 0,574 0,922 0,748 0,902
" } 153 9 144 9 1736 203 144 0,059 0,895 0,477 0,834
it 152 6 146 6 1756 184 146 0,039 0,905 0,472 0,842
E 190 0 190 0 1902 0 190 0,000 1,000 0,500 0,909
||ii 111 0 111 0 1945 36 111 0,000 0,982 0,491 0,930
::iI' 98 74 24 74 1118 876 24 0,755 0,561 0,658 0,570
:H: 146 0 146 0 1937 9 146 0,000 0,995 0,498 0,926
!H| 102 1 101 1 1983 7 101 0,010 0,996 0,503 0,948
i 138 0 138 0 1954 0 138 0,000 1,000 0,500 0,934
;|||||; 90 14 76 14 1714 288 76 0,156 0,856 0,506 0,826
||||| 90 13 77 13 1898 104 77 0,144 0,948 0,546 0,913
Total 2092 9,18% 90,82% 192 23204 1900 1900 13,51% 92,61% 53,06%  86,03%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 20 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Segmentos de Reta Verticais" e "Segmentos de Reta Horizontais" para o reconhecimentos
de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Segmentos de Reta Verticais + Segmentos de Reta Horizontais

Tipo da Tarr(;anho T e S 2
ATTOET a Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acuréicia
Amostra
||::I| 436 95 341 95 1622 34 341 0,218 0,979 0,599 0,821
::||" 264 138 126 138 1513 315 126 0,523 0,828 0,675 0,789
::Ill 122 18 104 18 1888 82 104 0,148 0,958 0,553 0,911
" } 153 33 120 33 1831 108 120 0,216 0,944 0,580 0,891
it 152 50 102 50 1890 50 102 0,329 0,974 0,652 0,927
E 190 57 133 57 1760 142 133 0,300 0,925 0,613 0,869
||ii 111 38 73 38 1789 192 73 0,342 0,903 0,623 0,873
i 98 24 74 24 1888 106 74 0,245 0,947 0,596 0,914
:“EI: 146 22 124 22 1841 105 124 0,151 0,946 0,548 0,891
!H| 102 7 95 7 1929 61 95 0,069 0,969 0,519 0,925
i 138 57 81 57 1758 196 81 0,413 0,900 0,656 0,868
;|||||; 90 14 76 14 1961 41 76 0,156 0,980 0,568 0,944
||||| 90 21 69 21 1916 86 69 0,233 0,957 0,595 0,926
Total 2092  27,44% 7256% 574 23586 1518 1518 25,70% 93,93% 59,82%  88,84%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 21 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Cores por Coluna da Imagem" e "Histograma: Autovalores do Componente
Principal™ para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Cores por Coluna da Imagem + Histograma: Autovalores do
Componente Principal

Tipo da Tan&anho - - o o
Amostra a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra

||::]| 436 376 60 376 1655 1 60 0,862 0,999 0,931 0,971
" 264 243 21 243 1822 6 21 0,920 0,997 0,959 0,987
::i!! 122 112 10 112 1960 10 10 0,918 0,995 0,956 0,990
::i} 153 141 12 141 1934 5 12 0,922 0,997 0,959 0,992
ey 152 143 9 143 1877 63 9 0,941 0,968 0,954 0,966
!.::ii 190 174 16 174 1890 12 16 0,916 0,994 0,955 0,987
||ii 111 97 14 97 1972 9 14 0,874 0,995 0,935 0,989
" 98 94 4 94 1957 37 4 0,959 0,981 0,970 0,980
:H: 146 132 14 132 1946 0 14 0,904 1,000 0,952 0,993
!H| 102 76 26 76 1988 2 26 0,745 0,999 0,872 0,987
i 138 100 38 100 1929 25 38 0,725 0,987 0,856 0,970
;|||||; 90 76 14 76 1941 61 14 0,844 0,970 0,907 0,964
||||| 90 66 24 66 1971 31 24 0,733 0,985 0,859 0,974

Total 2092 87,48% 12,52% 1830 24842 262 262 86,64% 98,98% 92,81%  98,07%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 22 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Interna", "Histograma: Borda Diagonal Interna (esquerda/direita)"” e
"Histograma: Cores por Coluna da Imagem" para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Borda Interna + Histograma: Borda Diagonal Interna
(esquerda/direita) + Histograma: Cores por Coluna da Imagem

Tipo da Tarrgjanho o - o o
Amostra a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuréacia
Amostra

||::]| 436 424 12 424 1655 1 12 0,972 0,999 0,986 0,994
" 264 261 3 261 1825 3 3 0,989 0,998 0,993 0,997
::i!! 122 119 3 119 1967 3 3 0,975 0,998 0,987 0,997
::i} 153 150 3 150 1936 3 3 0,980 0,998 0,989 0,997
ey 152 150 2 150 1938 2 2 0,987 0,999 0,993 0,998
!.::ii 190 184 6 184 1898 4 6 0,968 0,998 0,983 0,995
||ii 111 107 4 107 1980 1 4 0,964 0,999 0,982 0,998
" 98 96 2 96 1988 6 2 0,980 0,997 0,988 0,996
:H: 146 140 6 140 1942 4 6 0,959 0,998 0,978 0,995
!H| 102 95 7 95 1986 4 7 0,931 0,998 0,965 0,995
i 138 129 9 129 1952 2 9 0,935 0,999 0,967 0,995
;|||||; 90 86 4 86 1971 31 4 0,956 0,985 0,970 0,983
||||| 90 84 6 84 1999 3 6 0,933 0,999 0,966 0,996

Total 2092 96,80% 3,20% 2025 25037 67 67 96,38% 99,74% 98,06%  99,51%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 23 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Externa" e "Histograma: Borda Diagonal Interna (direita/esquerda)"
para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Borda Externa + Histograma: Borda Diagonal Interna
(direita/esquerda)

Tipo da Tarrgjanho - . L -
ST a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra

||::]| 436 435 1 435 1640 16 1 0,998 0,990 0,994 0,992
" 264 261 3 261 1828 O 3 0,989 1,000 0,994 0,999
::i!! 122 119 3 119 1970 0 3 0,975 1,000 0,988 0,999
::i} 153 151 2 151 1935 4 2 0,987 0,998 0,992 0,997
ey 152 151 1 151 1940 O 1 0,993 1,000 0,997 1,000
!.::ii 190 171 19 171 1902 0 19 0,900 1,000 0,950 0,991
||ii 111 109 2 109 1969 12 2 0,982 0,994 0,988 0,993
" 98 97 1 97 1993 1 1 0,990 0,999 0,995 0,999
:H: 146 143 3 143 1945 1 3 0,979 0,999 0,989 0,998
!H| 102 98 4 98 1984 6 4 0,961 0,997 0,979 0,995
i 138 129 9 129 1954 0 9 0,935 1,000 0,967 0,996
;|||||; 90 89 1 89 1992 10 1 0,989 0,995 0,992 0,995
||||| 90 88 2 88 2001 1 2 0,978 1,000 0,989 0,999
Total 2092 97,56% 2,44% 2041 25053 51 51 97,35% 99,79% 98,57%  99,62%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 24 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Externa" e "Histograma: Borda Diagonal Interna (esquerda/direita)"
para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Borda Externa + Histograma: Borda Diagonal Interna
(esquerda/direita)

Tipo da Tarrgjanho - . L -
ST a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra

||::]| 436 435 1 435 1630 26 1 0,998 0,984 0,991 0,987
" 264 261 3 261 1828 O 3 0,989 1,000 0,994 0,999
::i!! 122 119 3 119 1970 0 3 0,975 1,000 0,988 0,999
::i} 153 151 2 151 1936 3 2 0,987 0,998 0,993 0,998
ey 152 151 1 151 1940 O 1 0,993 1,000 0,997 1,000
!.::ii 190 172 18 172 1902 0 18 0,905 1,000 0,953 0,991
||ii 111 109 2 109 1972 9 2 0,982 0,995 0,989 0,995
" 98 97 1 97 1994 0 1 0,990 1,000 0,995 1,000
:H: 146 140 6 140 1942 4 6 0,959 0,998 0,978 0,995
!H| 102 94 8 94 1981 9 8 0,922 0,995 0,959 0,992
i 138 122 16 122 1954 0 16 0,884 1,000 0,942 0,992
;|||||; 90 88 2 88 1990 12 2 0,978 0,994 0,986 0,993
||||| 90 88 2 88 2000 2 2 0,978 0,999 0,988 0,998
Total 2092 96,89% 3,11% 2027 25039 65 65 96,46% 99,73% 98,09%  99,52%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 25 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Interna" e "Histograma: Borda Diagonal Interna (esquerda/direita)"
para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Borda Interna + Histograma: Borda Diagonal Interna
(esquerda/direita)

Tipo da Tamanho

A P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuréacia
mostra

Amostra

||::]| 436 434 2 434 1655 1 2 0,995 0,999 0,997 0,999
" 264 261 3 261 1826 2 3 0,989 0,999 0,994 0,998
::i!! 122 122 0 122 1969 1 0 1 0,999 1 0,999
::i} 153 152 1 152 1935 4 1 0,993 0,998 0,996 0,998
ey 152 151 1 151 1940 O 1 0,993 1 0,997 0,999
!.::ii 190 179 11 179 1902 0 11 0,942 1 0,971 0,995
||ii 111 109 2 109 1976 5 2 0,982 0,997 0,99 0,997
" 98 94 4 94 1994 0 4 0,959 1 0,98 0,998
:H: 146 143 3 143 1942 4 3 0,979 0,998 0,989 0,997
!H| 102 96 6 96 1984 6 6 0,941 0,997 0,969 0,994
i 138 133 5 133 1953 1 5 0,964 0,999 0,982 0,997
;|||||; 90 87 3 87 1983 19 3 0,967 0,99 0,979 0,989
||||| 90 86 4 86 2000 2 4 0,956 0,999 0,977 0,997
Total 2092 97,85% 2,15% 2047 25059 45 45 97,38% 99,81% 98,62%  99,67%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acurécia - (VP + VN) / (VP + FP + FN + VN)




Tabela 26 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Interna" e "Histograma: Borda Diagonal Interna (direita/esquerda)"
para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Borda Interna + Histograma: Borda Diagonal Interna
(direita/esquerda)

Tipo da Tarrgjanho - - o o
Amostra a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra

||::]| 436 434 2 434 1655 1 2 0,995 0,999 0,997 0,999
" 264 261 3 261 1826 2 3 0,989 0,999 0,994 0,998
::i!! 122 122 0 122 1969 1 0 1 0,999 1 0,999
::i} 153 152 1 152 1935 4 1 0,993 0,998 0,996 0,998
ey 152 151 1 151 1940 O 1 0,993 1 0,997 0,999
!.::ii 190 179 11 179 1902 0 11 0,942 1 0,71 0,995
||ii 111 109 2 109 1976 5 2 0,982 0,997 0,99 0,997
" 98 94 4 94 1994 0 4 0,959 1 0,98 0,998
:H: 146 143 3 143 1942 4 3 0,979 0,998 0,989 0,997
!H| 102 96 6 96 1984 6 6 0,941 0,997 0,969 0,994
i 138 133 5 133 1953 1 5 0,964 0,999 0,982 0,997
;|||||; 90 87 3 87 1983 19 3 0,967 0,99 0,979 0,989
||||| 90 86 4 86 2000 2 4 0,956 0,999 0,977 0,997

Total 2092 97,85% 2,15% 2047 25059 45 45 97,38% 99,81% 96,62%  99,67%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 27 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Interna" e "Histograma: Cores por Coluna da Imagem" para o
reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Borda Interna + Histograma: Cores por Coluna da Imagem

Tipo da Tarr(;anho T e S 2
ATTOET a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra

||::I| 436 428 8 428 1654 2 8 0,982 0,999 0,990 0,995
::||" 264 263 1 263 1818 10 1 0,996 0,995 0,995 0,995
::Ill 122 119 3 119 1969 1 3 0,975 0,999 0,987 0,998
" } 153 150 3 150 1933 6 3 0,980 0,997 0,989 0,996
it 152 151 1 151 1939 1 1 0,993 0,999 0,996 0,999
E 190 177 13 177 1898 4 13 0,932 0,998 0,965 0,992
||ii 111 107 4 107 1979 2 4 0,964 0,999 0,981 0,997
i 98 96 2 96 1981 13 2 0,980 0,993 0,987 0,993
:H: 146 141 5 141 1937 9 5 0,966 0,995 0,981 0,993
!H| 102 91 11 91 1978 12 11 0,892 0,994 0,943 0,989
i 138 132 6 132 1954 0 6 0,957 1,000 0,978 0,997
;|||||; 90 81 9 81 1992 10 9 0,900 0,995 0,948 0,991
||||| 90 83 7 83 1999 3 7 0,922 0,999 0,960 0,995
Total 2092 96,51% 3,49% 2019 25031 73 73 95,68% 99,71% 97,70%  99,46%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 28 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Externa" e "Histograma: Cores por Coluna da Imagem" para o
reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Borda Externa + Histograma: Cores por Coluna da Imagem

Tipo da Tarr(;anho . o . »
Amostra a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra

|::|| 436 276 160 276 1629 27 160 0,633 0,984 0,808 0,911
::: I 264 260 4 260 1823 5 4 0,985 0,997 0,991 0,996
o 122 119 3 119 1969 1 3 0,975 0,999 0,987 0,998
e 153 150 3 150 1931 8 3 0,980 0,996 0,988 0,995
||[::: 152 152 0 152 1940 O 0 1,000 1,000 1,000 1,000
k) 190 175 15 175 1900 2 15 0,921 0,999 0,960 0,992
] 111 107 4 107 1901 80 4 0,964 0,960 0,962 0,960
' 98 97 1 97 1990 4 1 0,990 0,998 0,994 0,998
= 146 139 7 139 1921 25 7 0,952 0,987 0,970 0,985
Gy 102 90 12 90 1921 69 12 0,882 0,965 0,924 0,961
m 138 122 16 122 1953 1 16 0,884 0,999 0,942 0,992
;|||||; 90 83 7 83 1990 12 7 0,922 0,994 0,958 0,991
w 90 85 5 85 1999 3 5 0,944 0,999 0,971 0,996

Total 2092 88,67% 11,33% 1855 24867 237 237 92,57% 99,06% 95,81%  98,26%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acurécia - (VP + VN) / (VP + FP + FN + VN)




Tabela 29 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Externa", "Histograma: Borda Diagonal Interna (direita/esquerda)” e
"Histograma: Borda Diagonal Interna (esquerda/direita)" para o reconhecimentos de caracteres do tipo
CMC-7

Testes realizados com caracteres do tipo CMC-7
Borda Externa + Histograma: Borda Diagonal Interna (direita/esquerda) + Histograma: Borda
Diagonal Interna (esquerda/direita)

Tipo da Tamanho - - o N
Amostra da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia  Acurécia
Amostra

||::]| 436 435 1 435 1646 10 1 0,998 0,994 0,996 0,995
::||II 264 261 3 261 1828 O 3 0,989 1 0,994 0,999
::i!! 122 119 3 119 1970 O 3 0,975 1 0,988 0,999
::i} 153 152 1 152 1935 4 1 0,993 0,998 0,996 0,998
||[:: 152 151 1 151 1940 O 1 0,993 1 0,997 0,999
!.Eiii 190 173 17 173 1902 0 17 0,91 1 0,955 0,992
||iiiii 111 110 1 110 1969 12 1 0,99 0,994 0,992 0,994
::iI' 98 97 1 97 1994 0 1 0,99 1 0,995 0,999
HEEH 146 145 1 145 1945 1 1 0,993 0,999 0,996 0,999
!!iiil 102 98 4 98 1983 7 4 0,961 0,996 0,979 0,995
i 138 128 10 128 1954 0 10 0,927 1 0,964 0,995
;|||||; 90 89 1 89 1991 11 1 0,989 0,994 0,992 0,994
||||| 90 88 2 88 2001 1 2 0,978 0,999 0,989 0,999

Total 2092 97,80% 2,20% 2046 25058 46 46 97,58% 99,80% 98,72% 99,67%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 30 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Externa”, "Segmentos de Reta Verticais" e "Segmentos de Reta
Horizontais" para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Caracteristicas: Histograma: Borda Externa + Segmentos de Reta Verticais + Segmentos de Reta

Horizontais
Tipo da Targanho T-AF — s &t
AT a Acertos  Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra
::|| 436 344 92 344 1531 125 92 0,789 0,924 0,857 0,896
% 264 248 16 248 1817 11 16 0,939 0,994 0,967 0,987
ot 122 101 21 101 1930 40 21 0,823 0,98 0,904 0,971
e 153 115 38 115 1891 48 38 0,752 0,975 0,863 0,959
iy 152 151 1 151 1938 2 1 0,993 0,999 0,996 0,999
k) 190 153 37 153 1891 11 37 0,805 0,994 0,9 0,977
1 111 78 33 78 1838 143 33 0,703 0,928 0,815 0,916
W 98 94 4 94 1991 3 4 0,959 0,998 0,979 0,997
= 146 58 88 58 1938 8 88 0,397 0,996 0,697 0,954
Gy 102 46 56 46 1975 15 56 0,451 0,992 0,722 0,966
m 138 98 40 98 1945 9 40 0,71 0,995 0,853 0,977
M 90 79 11 79 1979 23 11 0,878 0,988 0,933 0,984
W 90 86 4 86 1999 3 4 0,956 0,998 0,977 0,997
Total 2092 7892% 21,08% 1651 24663 441 441 78,12% 98,16% 88,18%  96,77%
Legenda:

VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 31 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e os
picos superiores e inferiores das caracteristicas "Histograma: Borda Interna" e "Histograma: Borda
Diagonal Interna (direita/esquerda)” para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Picos superiores e inferiores das caracteristicas: Histograma: Borda Interna + Histograma: Borda
Diagonal Interna (direita/esquerda)

Tioo da Tamanho
A P da Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acuracia
mostra
Amostra
::|| 436 30 406 30 1592 64 406 0,069 0,961 0,515 0,775
% 264 10 244 10 1775 53 244 0,038 0,971 0,504 0,853
:iii! 122 1 121 1 1955 15 121 0,009 0,992 0,5 0,935
:::iil 153 4 149 4 1901 38 149 0,026 0,98 0,503 0,911
g 152 2 150 2 1915 25 150 0,013 0,987 0,5 0,916
||||||
k) 190 3 187 3 1895 7 187 0,015 0,996 0,506 0,907
1 111 2 109 2 1961 20 109 0,018 0,99 0,504 0,938
W 98 15 83 15 1774 220 83 0,153 0,89 0,521 0,855
= 146 4 142 4 1910 36 142 0,027 0,981 0,504 0,915
Gy 102 2 100 2 1969 21 100 0,02 0,989 0,504 0,942
i 138 10 128 10 1888 66 128 0,072 0,966 0,519 0,907
;|||||; 90 60 30 60 1045 957 30 0,667 0,521 0,594 0,528
W 90 25 65 25 1600 402 65 0,278 0,799 0,538 0,777
Total 2092 8,03% 91,49% 168 23180 1924 1914 10,81% 92,48% 51,63%  85,84%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 32 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e os
picos superiores e inferiores das caracteristicas "Histograma: Borda Interna" e "Histograma: Borda
Diagonal Interna (esquerda/direita)" para o reconhecimentos de caracteres do tipo CMC-7

Testes realizados com caracteres do tipo CMC-7
Picos superiores e inferiores das caracteristicas: Histograma: Borda Interna + Histograma: Borda
Diagonal Interna (direita/esquerda)

Tipo da Tamanho
Arr?ostra da Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acuréacia
Amostra
||::]| 436 30 406 30 1592 64 406 0,069 0,961 0,515 0,775
" 264 10 244 10 1775 53 244 0,038 0,971 0,504 0,853
::i!! 122 1 121 1 1955 15 121 0,009 0,992 0,5 0,935
::i} 153 4 149 4 1901 38 149 0,026 0,98 0,503 0,911
ey 152 2 150 2 1915 25 150 0,013 0,987 0,5 0,916
!.::ii 190 3 187 3 1895 7 187 0,015 0,996 0,506 0,907
||ii 111 2 109 2 1961 20 109 0,018 0,99 0,504 0,938
" 98 15 83 15 1774 220 83 0,153 0,89 0,521 0,855
:H: 146 4 142 4 1910 36 142 0,027 0,981 0,504 0,915
!H| 102 2 100 2 1969 21 100 0,02 0,989 0,504 0,942
i 138 10 128 10 1888 66 128 0,072 0,966 0,519 0,907
;|||||; 90 60 30 60 1045 957 30 0,667 0,521 0,594 0,528
||||| 90 25 65 25 1600 402 65 0,278 0,799 0,538 0,777

Total 2092 8,03% 91,49% 168 23180 1924 1914 10,81% 92,48% 51,63%  85,84%




APENDICE B - Testes realizados com caracteres do tipo numérico manuscrito

Tabela 33 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Todos os Pixels da Matriz Binaria" para o reconhecimentos de caracteres do
tipo numérico manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas: Histograma: Todos os Pixels da Matriz Binaria

Tino da Tamanho
P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuréacia
Amostra
Amostra
(o) 109 60 49 60 883 58 49 0,55 0,938 0,744 0,898
1 92 31 61 31 919 39 61 0,337 0,959 0,648 0,905
2 121 50 71 50 896 33 71 0,413 0,964 0,689 0,901
3 134 53 81 53 881 35 81 0,395 0,962 0,679 0,889
4 85 58 27 58 921 44 27 0,682 0,954 0,818 0,932
S 103 43 60 43 880 67 60 0,417 0,929 0,673 0,879
6 104 59 45 59 877 69 45 0,567 0,927 0,747 0m891
7 88 81 7 81 890 72 7 0,92 0,925 0,923 0,925
8 116 45 71 45 841 93 71 0,388 0,9 0,644 0,984
q 98 43 55 43 935 17 55 0,439 0,982 0,71 0,931
Total 1050 49,81% 50,19% 523 8923 527 527 51,08% 94,40% 72,75% 82,44%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 34 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Borda Externa Superior" para o reconhecimentos de caracteres do tipo
numMérico manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Borda Externa Superior

Tipo da Tamanho
P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra
Amostra
(o) 109 59 50 59 883 58 50 0,541 0,938 0,74 0,897
1 92 42 50 42 929 29 50 0,456 0,97 0,713 0,925
2 121 41 80 41 913 16 80 0,339 0,983 0,661 0,909
3 134 66 68 66 883 33 68 0,492 0,964 0,728 0,904
4 85 59 26 59 922 43 26 0,694 0,955 0,825 0,934
S 103 38 65 38 902 45 65 0,369 0,952 0,661 0,895
6 104 73 31 73 847 99 31 0,702 0,895 0,799 0,876
7 88 84 4 84 899 63 4 0,954 0,934 0,944 0,936
8 116 44 72 44 847 87 72 0,379 0,907 0,643 0,849
q 98 46 52 46 927 25 52 0,469 0,973 0,722 0,927
Total 1050 52,57% 47,43% 552 8952 498 498 53,95% 94,71% 74,36% 90,52%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 35 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Borda Externa" para o reconhecimentos de caracteres do tipo numérico
manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Borda Externa

Tipo da Tarr(;anho — e S &t
ST a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra
(o) 109 70 39 70 914 27 39 0,642 0,971 0,807 0,937
1 92 55 37 55 955 3 37 0,598 0,997 0,797 0,962
2 121 118 3 118 919 10 3 0,975 0,989 0,982 0,988
3 134 127 7 127 908 8 7 0,948 0,991 0,969 0,986
4 85 75 10 75 960 5 10 0,882 0,995 0,939 0,986
) 103 83 20 83 942 5 20 0,806 0,995 0,9 0,976
(723 104 103 1 103 922 24 1 0,99 0,975 0,982 0,976
7 88 87 1 87 953 9 1 0,989 0,991 0,99 0,99
8 116 95 21 95 881 53 21 0,819 0,943 0,881 0,929
q 98 92 6 92 951 1 6 0,939 0,999 0,969 0,993
Total 1050 86,19% 13,81% 905 9305 145 145 85,88% 98,46% 92,16% 97,23%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 36 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Borda Interna” para o reconhecimentos de caracteres do tipo numérico
manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Borda Interna

Tipo da Tarr(;anho AT — T 2t
ACETR a Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra
(o) 109 108 1 108 939 2 1 0,991 0,998 0,994 0,997
1 92 61 31 61 938 20 31 0,663 0,979 0,821 0,951
2 121 119 2 119 899 30 2 0,983 0,968 0,976 0,969
3 134 39 95 39 894 22 95 0,291 0,976 0,633 0,889
4 85 76 9 76 958 7 9 0,894 0,993 0,943 0,985
S 103 64 39 64 943 4 39 0,621 0,996 0,809 0,959
6 104 104 0 104 895 51 0 1 0,946 0,973 0,951
7 88 48 40 48 944 18 40 0,545 0,981 0,763 0,945
8 116 97 19 97 931 103 19 0,836 0,89 0,863 0,884
q 98 76 22 76 951 1 22 0,775 0,999 0,887 0,978
Total 1050 75,43% 24,57% 792 9292 258 258 75,99% 97,26% 86,62% 95,08%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 37 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Borda Diagonal Interna (direita/esquerda)” para o reconhecimentos de
caracteres do tipo numérico manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas: Histograma: Borda Diagonal Interna (direita/esquerda)

Tino da Tamanho
P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra
Amostra
(o) 109 109 0 109 939 2 0 1 0,998 0,999 0,998
1 92 64 28 64 869 89 28 0,696 0,907 0,801 0,889
2 121 88 33 88 894 35 33 0,727 0,962 0,845 0,935
3 134 26 108 26 872 44 108 0,194 0,952 0,573 0,855
4 85 57 28 57 952 13 28 0,671 0,986 0,828 0,961
S 103 47 56 47 931 16 56 0,456 0,983 0,72 0,931
6 104 98 6 98 932 14 6 0,942 0,985 0,964 0,981
7 88 58 30 58 943 19 30 0,659 0,98 0,82 0,953
8 116 76 40 76 811 123 40 0,655 0,868 0,762 0,845
q 98 60 38 60 940 12 38 0,612 0,987 0,8 0,952
Total 1050 65,05% 34,95% 683 9083 367 367 66,12% 96,08% 81,12% 93,00%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 38 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Borda Diagonal Interna (esquerda/direita)” para o reconhecimentos de
caracteres do tipo numérico manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas: Histograma: Borda Diagonal Interna (esquerda/direita)

Tipo da Tamanho - - o -
Amostra da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra

(o) 109 100 9 100 932 9 9 0,917 0,99 0,954 0,983
1 92 58 34 58 855 103 34 0,63 0,892 0,761 0,869
2 121 117 4 117 900 29 4 0,967 0,969 0,968 0,969
3 134 7 57 7 910 6 57 0,575 0,993 0,784 0,94
4 85 54 31 54 947 18 31 0,635 0,981 0,808 0,953
S 103 27 76 27 911 36 76 0,262 0,962 0,612 0,893
6 104 86 18 86 935 11 18 0,827 0,989 0,908 0,972
7 88 81 7 81 904 58 7 0,92 0,94 0,93 0,938
8 116 61 55 61 914 20 55 0,526 0,979 0,752 0,929
q 98 83 15 83 936 16 15 0,847 0,983 0,915 0,97
Total 1050 70,86% 29,14% 744 9144 306 306 71,06% 96,78% 83,92% 94,16%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 39 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Cores da Imagem" para o reconhecimentos de caracteres do tipo numeérico
manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Cores da Imagem

Tipo da Tamanho - - o -
Amostra da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra
(o) 109 3 106 3 902 39 106 0,028 0,959 0,493 0,862
1 92 40 52 40 869 89 52 0,435 0,907 0,671 0,866
2 121 0 121 0 922 7 121 0 0,992 0,496 0,878
3 134 15 119 15 868 48 119 0,112 0,948 0,530 0,841
4 85 9 76 9 842 123 76 0,106 0,873 0,489 0,810
S 103 17 86 17 904 43 86 0,165 0,955 0,560 0,877
6 104 23 81 23 786 160 81 0,221 0,831 0,526 0,770
7 88 3 85 3 955 7 85 0,034 0,993 0,513 0,912
8 116 26 90 26 713 221 90 0,224 0,763 0,494 0,704
q 98 11 87 11 786 166 87 0,112 0,826 0,469 0,759
Total 1050 14,00% 86,00% 147 8547 903 903 14,37% 90,45% 52,41% 82,80%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 40 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Cores por Coluna da Imagem" para o reconhecimentos de caracteres do tipo
numMérico manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Cores por Coluna da Imagem

Tino da Tamanho
P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuréacia
Amostra
Amostra
(o) 109 63 46 63 916 25 46 0,578 0,973 0,776 0,932
1 92 43 49 43 952 6 49 0,467 0,994 0,731 0,948
2 121 64 57 64 811 118 57 0,529 0,873 0,701 0,833
3 134 104 30 104 824 92 30 0,776 0,900 0,838 0,884
4 85 18 67 18 955 10 67 0,212 0,990 0,601 0,927
S 103 9 94 9 923 24 94 0,087 0,975 0,531 0,888
6 104 89 15 89 784 162 15 0,856 0,829 0,842 0,831
7 88 36 52 36 939 23 52 0,409 0,976 0,693 0,929
8 116 21 95 21 871 63 95 0,181 0,933 0,557 0,850
q 98 48 50 48 920 32 50 0,490 0,966 0,728 0,922
Total 1050 47,14% 52,86% 495 8895 555 555 45,85% 94,08% 69,97% 89,43%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 41 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Componente Principal" para o reconhecimentos de caracteres do tipo
numMérico manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Componente Principal

Tino da Tamanho
P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra
Amostra
(o) 109 0 109 0 938 3 109 0 0,997 0,498 0,893
1 92 80 12 80 336 622 12 0,870 0,351 0,610 0,396
2 121 2 119 2 924 5 119 0,017 0,995 0,506 0,882
3 134 0 134 0 916 0 134 0 1 0,500 0,872
4 85 1 84 1 921 44 84 0,012 0,954 0,483 0,878
S 103 2 101 2 932 15 101 0,019 0,984 0,502 0,890
6 104 0 104 0 946 0 104 0 1 0,5 0,901
7 88 17 71 17 703 259 71 0,193 0,731 0,462 0,686
8 116 0 116 0 934 0 116 0 1 0,5 0,890
q 98 0 98 0 952 0 98 0 1 0,5 0,907
Total 1050 9,71% 90,29% 102 8502 948 948 11,10% 90,11% 50,61% 81,94%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 42 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e a
caracteristica "Histograma: Autovalores do Componente Principal™ para o reconhecimentos de caracteres
do tipo numérico manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Autovalores do Componente Principal

Tino da Tamanho
A P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
mostra
Amostra
(o) 109 1 108 1 921 20 108 0,009 0,979 0,494 0,878
1 92 26 66 26 899 59 66 0,283 0,938 0,611 0,881
2 121 28 93 28 842 87 93 0,231 0,906 0,569 0,829
3 134 75 59 75 815 101 59 0,560 0,890 0,725 0,848
4 85 19 66 19 816 149 66 0,224 0,846 0,535 0,795
S 103 43 60 43 747 200 60 0,417 0,789 0,603 0,752
6 104 10 94 10 912 34 94 0,096 0,964 0,530 0,878
7 88 11 77 11 921 41 77 0,125 0,957 0,541 0,888
8 116 29 87 29 830 104 87 0,250 0,889 0,569 0,818
q 98 4 94 4 943 9 94 0,041 0,991 0,516 0,902
Total 1050 23,43% 76,57% 246 8646 804 804 22,36% 91,48% 56,92% 84,69%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 43 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Segmentos de Reta Verticais" e "Segmentos de Reta Horizontais" para o reconhecimentos
de caracteres do tipo numérico manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas: Segmentos de Reta Verticais + Segmentos de Reta Horizontais

Tino da Tamanho
P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra
Amostra
(o) 109 11 98 11 892 49 98 0,101 0,948 0,524 0,860
1 92 18 74 18 873 8 74 0,196 0,911 0,553 0,849
2 121 42 79 42 786 143 79 0,347 0,846 0,597 0,789
3 134 73 61 73 815 101 61 0,545 0,890 0,717 0,846
4 85 39 46 39 940 25 46 0,459 0,974 0,716 0,932
S 103 43 60 43 864 83 60 0,417 0,912 0,665 0,864
6 104 74 30 74 930 16 30 0,712 0,983 0,847 0,956
7 88 20 68 20 855 107 68 0,227 0,889 0,558 0,833
8 116 17 99 17 890 44 99 0,147 0,953 0,550 0,864
q 98 33 65 33 925 27 65 0,337 0,972 0,654 0,912
Total 1050 35,24% 64,76% 370 8770 680 680 34,87% 92,78% 63,82% 87,05%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 44 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Cores por Coluna da Imagem" e "Histograma: Autovalores do Componente
Principal™ para o reconhecimentos de caracteres do tipo numérico manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Cores por Coluna da Imagem + Histograma: Autovalores do
Componente Principal

Tipo da Targanho AT — T &t
ACETR a Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra
(o) 109 46 63 46 921 20 63 0,422 0,979 0,700 0,921
1 92 38 54 38 950 8 54 0,413 0,992 0,702 0,941
2 121 60 61 60 828 101 61 0,496 0,891 0,694 0,846
3 134 113 21 113 848 68 21 0,843 0,926 0,885 0,915
4 85 19 66 19 952 13 66 0,224 0,987 0,605 0,925
S 103 21 82 21 901 46 82 0,204 0,951 0,578 0,878
173 104 82 22 82 800 146 22 0,788 0,846 0,817 0,840
7 88 44 44 44 920 42 44 0,500 0,956 0,728 0,918
8 116 35 81 35 847 87 81 0,302 0,907 0,604 0,840
q 98 41 57 41 932 20 57 0,418 0,979 0,699 0,927
Total 1050 47,52% 52,48% 499 8899 551 551 46,10% 94,13% 70,12% 89,50%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 45 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Interna", "Histograma: Borda Diagonal Interna (esquerda/direita)” e
"Histograma: Core por Coluna da Imagem" para o reconhecimentos de caracteres do tipo numérico
manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas: Histograma: Borda Interna + Histograma: Borda Diagonal Interna
(esquerda/direita) + Histograma: Cores por Coluna da Imagem

Tipo da Tarr(;anho T e L s
ST a Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra
(o) 109 109 0 109 922 19 0O 1 0,980 0,990 0,982
1 92 60 32 60 954 4 32 0,652 0,996 0,824 0,966
2 121 116 5 116 881 48 5 0,959 0,948 0,954 0,950
3 134 93 41 93 907 9 41 0,694 0,990 0,842 0,952
4 85 61 24 61 960 5 24 0,718 0,995 0,856 0,972
S 103 51 52 51 938 9 52 0,495 0,990 0,743 0,942
6 104 104 0 104 894 52 0 1 0,945 0,973 0,950
7 88 58 30 58 944 18 30 0,659 0,981 0,820 0,954
8 116 104 12 104 837 47 12 0,897 0,950 0,923 0,944
q 98 79 19 79 948 4 19 0,806 0,996 0,901 0,978
Total 1050 79,52% 20,48% 835 9235 215 215 78,79% 97,71% 88,25% 95,90%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 46 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Interna" e "Histograma: Borda Diagonal Interna (esquerda/direita)"
para o reconhecimentos de caracteres do tipo numérico manuscrito

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Borda Interna + Histograma: Borda Diagonal Interna
(esquerda/direita)

Tipo da Tamanho
P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra
Amostra
(o) 109 108 1 108 939 2 1 0,991 0,998 0,994 0,997
1 92 60 32 60 938 20 32 0,652 0,979 0,816 0,950
2 121 119 2 119 896 33 2 0,983 0,964 0,974 0,967
3 134 48 86 48 895 21 86 0,358 0,977 0,668 0,898
4 85 7 8 7 957 8 8 0,906 0,992 0,949 0,985
S 103 63 40 63 942 5 40 0,612 0,995 0,803 0,957
173 104 104 0 104 901 45 0 1 0,952 0,976 0,957
7 88 52 36 52 940 22 36 0,591 0,977 0,784 0,945
8 116 94 22 94 843 91 22 0,810 0,903 0,856 0,892
q 98 7 21 7 951 1 21 0,786 0,999 0,892 0,979
Total 1050 76,38% 23,62% 802 9202 248 248 76,89% 97,36% 87,13% 95,28%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 47 - Testes realizados pelo sistema configurado com o pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Externa" e "Histograma: Borda Diagonal Interna (direita/esquerda)",
para o reconhecimentos de caracteres do tipo numérico manuscrito.

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas: Histograma: Borda Externa + Histograma: Borda Diagonal Interna
(direita/esquerda)

Tipo da Tamanho
P da Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acuréacia
Amostra
Amostra
(o) 109 109 0 109 935 6 0 1 0,994 0,997 0,994
1 92 62 30 62 954 4 30 0,674 0,996 0,835 0,968
2 121 118 3 118 916 13 3 0,975 0,986 0,981 0,985
3 134 123 11 123 910 6 11 0,918 0,993 0,956 0,984
4 85 7 8 77 962 3 8 0,906 0,997 0,951 0,989
S 103 81 22 81 943 4 22 0,786 0,996 0,891 0,975
173 104 103 1 103 922 24 1 0,99 0,975 0,982 0,976
7 88 87 1 87 950 12 1 0,989 0,987 0,988 0,988
8 116 109 7 109 920 14 7 0,94 0,985 0,962 0,98
q 98 93 5 93 950 2 5 0,949 0,998 0,973 0,993
Total 1050 91,62% 8,38% 962 9362 88 88 91,27% 99,07% 95,16% 98,32%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 48 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Externa" e "Histograma: Borda Diagonal Interna (esquerda/direita)"”
para o reconhecimentos de caracteres do tipo numérico manuscrito.

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas: Histograma: Borda Externa + Histograma: Borda Diagonal Interna
(esquerda/direita)

Tipo da Tarzanho - - L o
Amostra a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra

(o) 109 75 34 75 923 18 34 0,6881 0,9809 0,8345 0,9505
1 92 58 34 58 955 3 34 0,6304 0,9969 0,8137 0,9648
2 121 119 2 119 918 11 2 0,9835 0,9882 0,9858 0,9876
3 134 128 6 128 910 6 6 0,9552 0,9934 0,9743 0,9886
4 85 7 8 7 958 7 8 0,9059 0,9927 0,9493 0,9857
S 103 82 21 82 943 4 21 0,7961 0,9958 0,8959 0,9762
6 104 103 1 103 925 21 1 0,9904 0,9778 0,9841 0,9790
7 88 87 1 87 950 12 1 0,9886 0,9875 0,9881 0,9876
8 116 101 15 101 889 45 15 0,8707 0,9518 0,9113 0,9429
q 98 92 6 92 951 1 6 0,9388 0,9989 0,9689 0,9933
Total 1050 87,81% 12,19% 922 9322 128 128 87,48% 98,64% 93,06% 97,56%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 49 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Interna" e "Histograma: Borda Diagonal Interna (direita/esquerda)"
para o reconhecimentos de caracteres do tipo numérico manuscrito.

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Borda Interna + Histograma: Borda Diagonal Interna
(direita/esquerda)

Tipo da Tamanho
P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra
Amostra
(o) 109 108 1 108 939 2 1 0,991 0,998 0,994 0,997
1 92 60 32 60 938 20 32 0,652 0,979 0,816 0,950
2 121 119 2 119 896 33 2 0,983 0,964 0,974 0,967
3 134 48 86 48 895 21 86 0,358 0,977 0,668 0,898
4 85 7 8 7 957 8 8 0,906 0,992 0,949 0,985
S 103 63 40 63 942 5 40 0,612 0,995 0,803 0,957
173 104 104 0 104 901 45 0 1 0,952 0,976 0,957
7 88 52 36 52 940 22 36 0,591 0,977 0,784 0,945
8 116 94 22 94 843 91 22 0,810 0,903 0,856 0,892
q 98 7 21 7 951 1 21 0,786 0,999 0,892 0,979
Total 1050 76,38% 23,62% 802 9202 248 248 76,89% 97,36% 87,13% 95,28%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 50 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Interna" e "Histograma: Cores por Coluna da Imagem" para o
reconhecimentos de caracteres do tipo numérico manuscrito.

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Borda Interna + Histograma: Cores por Coluna da Imagem

Tipo da Tarr(;anho - - o o
Amostra a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra

(o) 109 108 1 108 930 11 1 0,991 0,988 0,990 0,989
1 92 60 32 60 957 1 32 0,652 0,999 0,826 0,969
2 121 119 2 119 892 37 2 0,983 0,960 0,972 0,963
3 134 78 56 78 900 16 56 0,582 0,983 0,782 0,931
4 85 62 23 62 961 4 23 0,729 0,996 0,863 0,974
S 103 60 43 60 942 5 43 0,583 0,995 0,789 0,954
6 104 104 0 104 891 55 0 1 0,942 0,971 0,948
7 88 60 28 60 945 17 28 0,682 0,982 0,832 0,957
8 116 103 13 103 865 69 13 0,888 0,926 0,907 0,922
q 98 7 21 77 948 4 21 0,786 0,996 0,891 0,976
Total 1050 79,14% 20,86% 831 9231 219 219 78,76% 97,67% 88,21% 95,83%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 51 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Externa" e "Histograma: Cores por Coluna da Imagem" para o
reconhecimentos de caracteres do tipo numérico manuscrito.

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Borda Externa + Histograma: Cores por Coluna da Imagem

Tipo da Tarr(;anho - e o A
ACETE a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuréicia
Amostra
(o) 109 87 22 87 929 12 22 0,798 0,987 0,893 0,968
1 92 60 32 60 957 1 32 0,652 0,999 0,826 0,969
2 121 118 3 118 911 18 3 0,975 0,981 0,978 0,980
3 134 132 2 132 911 5 2 0,985 0,995 0,990 0,993
4 85 69 16 69 960 5 16 0,812 0,995 0,903 0,980
S 103 81 22 81 942 5 22 0,786 0,995 0,891 0,974
6 104 104 0 104 921 25 0 1 0,974 0,987 0,976
7 88 87 1 87 953 9 1 0,989 0,991 0,990 0,990
8 116 110 6 110 905 29 6 0,948 0,969 0,959 0,967
q 98 87 11 87 946 6 11 0,888 0,994 0,941 0,984
Total 1050 89,05% 10,95% 935 9335 115 115 88,33% 98,78% 93,56% 97,81%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 52 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Externa”, "Histograma: Borda Diagonal Interna (direita/esquerda)" e
"Histograma: Borda Diagonal Interna (esquerda/direita)" para o reconhecimentos de caracteres do tipo
numMérico manuscrito.

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas Histograma: Borda Externa + Histograma: Borda Diagonal Interna
(direita/esquerda) + Histograma: Borda Diagonal Interna (esquerda/direita)

Tipo da Tamanho
P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuréacia
Amostra
Amostra
o) 109 109 0 109 935 6 0 1 0,994 0,997 0,994
1 92 61 31 61 954 4 31 0,663 0,996 0,829 0,967
2 121 117 4 117 915 14 4 0,967 0,985 0,976 0,983
3 134 122 12 122 910 6 12 0,91 0,993 0,952 0,983
4 85 76 9 76 961 4 9 0,894 0,996 0,945 0,988
S 103 79 24 79 944 3 24 0,767 0,997 0,882 0,974
6 104 103 1 103 920 26 1 0,99 0,972 0,981 0,974
7 88 87 1 87 952 10 1 0,989 0,99 0,989 0,989
8 116 110 6 110 917 17 6 0,948 0,982 0,965 0,978
q 98 94 4 94 950 2 4 0,959 0,998 0,978 0,994
Total 1050 91,24% 8,76% 958 9358 92 92 90,87% 99,03% 94,94% 98,24%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 53 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Externa”, "Segmentos de Reta Verticais" e "Segmentos de Reta
Horizontais" para o reconhecimentos de caracteres do tipo numérico manuscrito.

Testes realizados com caracteres do tipo numérico manuscrito
Caracteristicas: Histograma: Borda Externa + Segmentos de Reta Verticais + Segmentos de Reta

Horizontais
Tino da Tamanho
P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra
Amostra
(o) 109 13 96 13 909 32 96 0,119 0,966 0,543 0,878
1 92 56 36 56 945 13 36 0,609 0,986 0,798 0,953
2 121 107 14 107 917 12 14 0,884 0,987 0,936 0,975
3 134 129 5 129 910 6 5 0,963 0,993 0,978 0,99
4 85 73 12 73 958 7 12 0,859 0,993 0,926 0,982
S 103 93 10 93 944 3 10 0,903 0,997 0,95 0,988
173 104 104 0 104 932 14 0 1 0,985 0,993 0,987
7 88 86 2 86 950 12 2 0,9777 0,987 0,982 0,987
8 116 89 27 89 817 117 27 0,767 0,875 0,821 0,863
q 98 82 16 82 950 2 16 0,837 0,998 0,917 0,983
Total 1050 79,24% 20,76% 832 9232 218 218 79,19% 97,67% 88,44% 95,86%
Legenda:

VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 54 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e os
picos superiores e inferiores das caracteristicas "Histograma: Borda Externa" e "Histograma: Borda
Diagonal Interna (direita/esquerda)” para o reconhecimentos de caracteres do tipo numérico manuscrito.

Testes realizados com caracteres do tipo numérico manuscrito
Picos superiores e inferiores das caracteristicas Histograma: Borda Externa + Histograma: Borda
Diagonal Interna (direita/esquerda)

Tipo da Tamanho
P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuracia
Amostra
Amostra
(o) 109 5 104 5 931 10 104 0,046 0,989 0,518 0,891
1 92 76 16 76 456 502 16 0,826 0,476 0,651 0,507
2 121 25 96 25 857 72 9 0,201 0,922 0,564 0,84
3 134 1 133 1 916 0 133 0,001 1 0,504 0,873
4 85 13 72 13 924 41 72 0,153 0,957 0,555 0,892
S 103 0 103 0 943 4 103 0 0,498 0,498 0,898
6 104 27 77 27 885 61 77 0,26 0,935 0,598 0,869
7 88 23 65 23 898 64 65 0,261 0,933 0,597 0,877
8 116 26 90 26 939 95 90 0,224 0,898 0,512 0,824
q 98 1 97 1 948 4 97 0,01 0,996 0,503 0,904
Total 1050 18,76% 81,24% 197 8697 853 853 19,82% 86,04% 55,00% 83,75%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




APENDICE C - Testes realizados com caracteres do tipo alfabético

Tabela 55 - Testes realizados pelo sistema configurado sem pré-tratamento da imagem e as caracteristicas
"Histograma: Borda Externa" e "Histograma: Borda Diagonal Interna (direita/esquerda)” para o
reconhecimentos de caracteres do tipo alfabético fonte "Arial", tamanho 12.

Testes realizados com caracteres do tipo alfabético com fonte Arial - tamanho 12
(sem pré-tratamento da imagem)
Caracteristicas: Histograma: Borda Externa + Histograma: Borda Diagonal Interna
(direita/esquerda)

Tipo da Tarr(;anho - e . -
Amostra a Acertos Erros VP VN FP  FN Sensibilidade Especificidade Eficiéncia Acurécia
Amostra

A 7 7 0 7 1776 0 0 1 1 1 1
a 95 69 26 69 1674 14 26 0,726 0,992 0,859 0,978
B 5 5 0 5 1772 6 0 1 0,997 0,998 0,997
b 21 21 0 21 1762 0 0 1 1 1 1
C 10 10 0 10 1685 88 0 1 0,950 0,975 0,951
C 99 1 98 1 1684 0 98 0,010 1 0,505 0,945
D 5 5 0 5 1767 11 0 1 0,994 0,997 0,994
d 48 48 0 48 1735 0 0 1 1 1 1
E 5 5 0 5 1778 0 0 1 1 1 1
e 211 208 3 208 1572 0 3 0,986 1 0,993 0,998
F 5 5 0 5 1778 0 0 1 1 1 1
f 29 29 0 29 1748 6 0 1 0,997 0,998 0,997
G 5 5 0 5 1778 0 0 1 1 1 1
g 42 41 1 41 1741 0 1 0,976 1 0,988 0,999
H 6 6 0 6 1777 0 0 1 1 1 1
h 75 75 0 75 1708 0 0 1 1 1 1
| 6 0 6 0 1777 0 6 0 1 05 0,997
i 120 110 0 110 1664 0 0 1 1 1 1
J 1 1 0 1 1782 0 0 1 1 1 1
j 5 5 0 5 1778 0 0 1 1 1 1
K 5 5 0 5 1778 0 0 1 1 1 1
k 17 17 0 17 1766 0 0 1 1 1 1
L 5 5 0 5 1778 0 0 1 1 1 1
| 49 39 10 39 1701 33 10 0,796 0,981 0,888 0,976
M 5 5 0 5 1778 0 0 1 1 1 1
m 34 34 0 34 1749 0 0 1 1 1 1
N 10 10 0 10 1773 0 0 1 1 1 1
n 136 135 1 135 1647 0 1 0,993 1 0,996 0,999
(@) 5 5 0 5 1778 0 0 1 1 1 1



Testes realizados com caracteres do tipo alfabético com fonte Arial - tamanho 12
(sem pré-tratamento da imagem)
Caracteristicas: Histograma: Borda Externa + Histograma: Borda Diagonal Interna
(direita/esquerda) - concluséo

Tipo da Tarzanho - - o o
Amostra a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuréacia
Amostra
0 119 104 15 104 1654 10 15 0,874 0,994 0,934 0,986
P 4 4 0 4 1777 2 0 1 0,999 0,999 0,999
p 34 32 0 32 1751 0 0 1 1 1 1
Q 5 5 0 5 1773 5 0 1 0,997 0,999 0,997
q 5 5 0 5 1778 0 0 1 1 1 1
R 7 7 0 7 1775 1 0 1 0,999 1,000 0,999
r 130 124 6 124 1652 1 6 0,954 0,999 0,977 0,996
S 5 5 0 5 1665 113 0 1 0,936 0,968 0,937
S 117 4 113 4 1666 0 113 0,034 1 0,517 0,937
T 5 5 0 5 1778 0 0 1 1 1 1
t 154 152 2 152 1629 0 2 0,987 1 0,994 0,999
U 6 6 0 6 1763 14 0 1 0,992 0,996 0,992
u 33 19 14 19 1750 O 14 0,576 1 0,788 0,992
V 5 5 0 5 1777 1 0 1 0,999 1,000 0,999
vV 14 13 1 13 1769 0 1 0,929 1 0,964 0,999
Y 5 5 0 5 1778 0 0 1 1 1 1
y 19 19 1 19 1763 0 1 0,95 1 0,975 0,999
X 5 5 0 5 1778 0 0 1 1 1 1
X 5 5 0 5 1776 2 0 1 0,999 0,999 0,999
W 5 5 0 5 1776 2 0 1 0,999 0,999 0,999
W 25 22 2 22 1758 1 2 0,917 0,999 0,958 0,998
Z 5 5 0 5 1776 2 0 1 0,999 0,999 0,999
Z 5 3 2 3 17t 1 2 0,6 0,999 0,800 0,998
Total 1783 82,45% 16,88% 1470 90623 313 301 90,97% 99,66% 95,32%  99,34%
Legenda:

VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




Tabela 56 - Testes realizados pelo sistema configurado sem pré-tratamento da imagem e as caracteristicas
"Histograma: Borda Interna" e "Histograma: Borda Diagonal Interna (esquerda/direita)” para o
reconhecimentos de caracteres do tipo alfabético fonte "Times New Roman", tamanho 12.

Testes realizados com caracteres do tipo alfabético com fonte Times New Roman - tamanho 12
(sem pré-tratamento da imagem)
Caracteristicas: Histograma: Borda Interna + Histograma: Borda Diagonal Interna
(esquerda/direita)

Tipo da Tarr(;anho - e . -
ST a Acertos Erros VP VN FP FN  Sensibilidade Especificidade Eficiéncia Acuréacia
Amostra

A 5 5 0 5 259 0 0 1 1 1 1
a 6 5 1 5 258 0 1 0,833 1 0,917 0,996
B 5 5 0 5 258 1 0 1 0,996 0,998 0,996
b 6 6 0 6 258 0 0 1 1 1 1
C 5 5 0 5 259 0 0 1 1 1 1
c 5 4 1 4 259 0 1 038 1 09 0,996
D 5 5 0 5 259 0 0 1 1 1 1
d 5 5 0 5 259 0 0 1 1 1 1
E 5 2 3 2 259 0 3 0,4 1 0,7 0,989
e 5 5 0 5 259 0 0 1 1 1 1
F 5 5 0 5 259 0 0 1 1 1 1
f 5 5 0 5 259 0 0 1 1 1 1
G 5 5 0 5 259 0 0 1 1 1 1
g 5 5 0 5 259 0 0 1 1 1 1
H 5 5 0 5 256 3 0 1 0,988 0,994 0,989
h 5 5 0 5 259 0 0 1 1 1 1
| 5 5 0 5 259 0 0 1 1 1 1
i 5 5 0 5 259 0 0 1 1 1 1
J 5 5 0 5 259 0 0 1 1 1 1
j 5 5 0 5 259 0 0 1 1 1 1
K 5 5 0 5 259 0 0 1 1 1 1
k 5 5 0 5 259 0 0 1 1 1 1
L 5 5 0 5 259 0 0 1 1 1 1
| 5 5 0 5 259 0 0 1 1 1 1
M 5 5 0 5 259 0 0 1 1 1 1
m 5 5 0 5 259 0 0 1 1 1 1
N 5 5 0 5 259 0 0 1 1 1 1
n 5 5 0 5 259 0 0 1 1 1 1
(@) 5 5 0 5 259 0 0 1 1 1 1
0 6 5 1 5 257 1 1 0,833 0,996 0,915 0,992
P 5 5 0 5 258 1 0 1 0,996 0,998 0,996
p 6 5 1 5 258 0 1 0,833 1 0,917 0,996
Q 5 5 0 5 259 0 0 1 1 1 1



Testes realizados com caracteres do tipos alfabético com fonte Times New Roman - tamanho 12
(sem pré-tratamento da imagem)
Caracteristicas: Histograma: Borda Interna + Histograma: Borda Diagonal Interna
(esquerda/direita) - conclusdo

Tipo da Tarzanho - - L o
Amostra a Acertos Erros VP VN FP FN  Sensibilidade Especificidade Eficiéncia Acuréacia
Amostra
q 5 5 0 5 259 0 0 1 1 1 1
R 5 5 0 5 259 0 0 1 1 1 1
r 5 5 0 5 259 0 0 1 1 1 1
S 5 5 0 5 254 5 0 1 0,981 0,990 0,981
S 5 0 5 0 259 0 5 0 1 0,500 0,981
T 5 5 0 5 259 0 0 1 1 1 1
t 5 5 0 5 259 0 0 1 1 1 1
U 5 5 0 5 259 0 0 1 1 1 1
u 5 5 0 5 258 1 0 1 0,996 0,998 0,996
V 5 5 0 5 259 0 0 1 1 1 1
VvV 5 4 1 4 259 0 1 0,8 1 0,9 0,996
Y 5 5 0 5 258 1 0 1 0,996 0,998 0,996
Yy 5 5 0 5 259 0 0 1 1 1 1
X 5 5 0 5 259 0 0 1 1 1 1
X 5 5 0 5 259 0 0 1 1 1 1
W 5 5 0 5 259 0 0 1 1 1 1
w 5 5 0 5 259 0 0 1 1 1 1
Z 5 5 0 5 259 0 0 1 1 1 1
Z 5 5 0 5 259 0 0 1 1 1 1
Total 264 95,08% 4,92% 251 13451 13 13 95,19% 99,90% 97,55%  99,81%
Legenda:

VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VVN)




Tabela 57 - Testes realizados pelo sistema configurado com os filtros de pré-tratamento da imagem e as
caracteristicas "Histograma: Borda Externa" e "Histograma: Borda Diagonal Interna (direita/ esquerda)"
para o reconhecimentos de caracteres do tipo alfabético manuscrito.

Testes realizados com caracteres do tipo alfabético manuscrito
Caracteristicas: Histograma: Borda Externa + Histograma: Borda Diagonal Interna
(direita/esquerda)

Tipo da Tarzanho - - o o
Amostra a Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuréacia
Amostra
A 8 3 5 3 264 12 5 0,375 0,957 0,666 0,940
(7% 7 4 3 4 271 6 3 0,571 0,978 0,775 0,968
B 7 4 3 4 275 2 3 0,571 0,993 0,782 0,982
bf 7 4 3 4 272 5 3 0,571 0,982 0,777 0,972
C 8 2 6 2 276 0 6 0,25 1 0,625 0,979
[V 6 1 5 1 277 1 5 0,167 0,996 0,582 0,979
D 6 2 4 2 277 1 4 0,333 0,996 0,665 0,982
A 7 4 3 4 274 3 3 0,571 0,989 0,780 0,979
E 5 3 2 3 277 2 2 0,6 0,993 0,796 0,986
e 5 2 3 2 275 4 3 0,4 0,986 0,693 0,975
F 5 3 2 3 279 0 2 0,6 1 0,8 0,993
f 5 3 2 3 278 1 2 0,6 0,996 0,798 0,989
G 4 2 2 2 279 1 2 0,5 0,996 0,748 0,989
g 7 1 6 1 277 0 6 0,143 1 0,571 0,979
H 5 4 1 4 278 1 1 0,8 0,996 0,898 0,993
I 5 2 3 2 277 2 3 0,4 0,993 0,696 0,982
| 4 3 1 3 280 0 1 0,75 1 0,875 0,996
v 5 2 3 2 279 0 3 0,4 1 0,7 0,989
J 4 4 0 4 276 4 0 1 0,986 0,993 0,986
J' 6 0 6 0 277 1 6 0 0,996 0,498 0,975
K 5 0 5 0 279 0 5 0 1 0,5 0,982
k 4 0 4 0 277 3 4 0 0,989 0,495 0,975
L 5 3 2 3 277 2 2 0,6 0,993 0,796 0,986



Testes realizados com caracteres do tipo alfabético manuscrito
Caracteristicas: Histograma: Borda Externa + Histograma: Borda Diagonal Interna
(direita/esquerda) - continuacéo

Tamanho
da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuréacia
Amostra

Tipo da
Amostra

L 5 2 3 2 214 5 3 04 0,982 0,691 0,972
M 6 3 3 3 217 1 3 0,5 0,996 0,748 0,986
m 5 1 4 1 2715 4 4 0,2 0,986 0,593 0,972
N 5 4 1 4 219 0 1 0,8 1 0,9 0,996
nw 6 0 6 0o 277 1 6 0 0,996 0,498 0,975
(0] 6 4 2 4 212 6 2 0,667 0,978 0,823 0,972
o 5 4 1 4 212 7 1 08 0,975 0,887 0,972
P 6 5 1 5 276 2 1 0,833 0,993 0,913 0,989
7% 6 3 3 3 2718 0 3 0,5 1 0,75 0,989
Q 5 2 3 2 214 5 3 0,4 0,982 0,691 0,972
9 5 5 0 5 2711 8 0 1 0,971 0,986 0,972
R 6 2 4 2 214 4 4 0,333 0,986 0,659 0,972
r 5 3 2 3 266 13 2 0,6 0,953 0,777 0,947
S 7 2 5 2 216 1 5 0,286 0,996 0,641 0,979
[ 4 2 2 2 216 4 2 0,5 0,986 0,743 0,979
T 5 5 0 5 2719 0 0 1 1 1 1
+ 5 1 4 1 218 1 4 0,2 0,996 0,598 0,982
U 5 4 1 4 2714 5 1 0,8 0,982 0,891 0,979
w 6 5 1 5 269 9 1 0,833 0,968 0,900 0,965
Vv 5 3 2 3 212 7 2 0,6 0,975 0,787 0,968
v 5 1 4 1 276 3 4 0,2 0,989 0,595 0,975
Y 5 3 2 3 216 3 2 0,6 0,989 0,795 0,982
y 5 2 3 2 211 2 3 0,4 0,993 0,696 0,982
X 5 4 1 4 271 2 1 0,8 0,993 0,896 0,989
% 5 3 2 3 2713 6 2 0,6 0,978 0,789 0,972



Testes realizados com caracteres do tipo alfabético manuscrito
Caracteristicas: Histograma: Borda Externa + Histograma: Borda Diagonal Interna
(direita/esquerda) - concluséo

Tipo da Tamanho
A P da Acertos Erros VP VN FP FN Sensibilidade Especificidade Eficiéncia Acuréacia
mostra
Amostra
W 6 1 5 1 278 0 5 0,167 1 0,583 0,982
W 4 2 2 2 279 1 2 0,5 0,996 0,748 0,989
Z 6 0 6 0 277 1 6 0 0,996 0,498 0,975
z 5 0 5 0 279 0 5 0 1 0,5 0,982
Total 284 46,48% 53,52% 132 14332 152 152 47,54% 98,95% 73,25% 97,94%

Legenda:
VP - Verdadeiro Positivo, VN - Verdadeiro Negativo, FP - Falso Positivo, FN - Falso Negativo,
Sensibilidade - VP / (VP+FN), Especificidade - VN / (VN+FP), Eficiéncia - (Sensibilidade +
Especificidade) / 2, Acuracia - (VP + VN) / (VP + FP + FN + VN)




APENDICE D - Curva ROC

A curva ROC referente aos testes realizados com caracteres do tipo CMC7 e

numerico manuscrito nas Tabelas 3 e 5 é apresentada na figura abaixo.

ROC Curve

0,87

L4
o
1

Sensitivity

0,44

T T T
00 02 04 06 08 10

1 - Specificity

Figura - Curva ROC que representa os testes realizados com caracteres do tipo CMC-7 (Tabela 3) e
numeérico manuscrito (Tabelas 5) com excecdo dos caracteres '1' e '6' da Tabela 5

Para gerar a curva ROC de cada elemento para ambos os tipos de caracteres, CMC-
7 e numérico manuscrito, adotou-se a estratégia de vincular as probabilidades de acerto
e de erro as tentativas através de uma funcdo exponencial e utilizou-se o software
SPSS.

Com excecdo dos elementos 'l' e '6' do tipo numérico manuscrito, quando
considera-se os dados das probabilidades de acerto e erro, os graficos apresentam a
mesma aparéncia, com area igual a '1', ou seja, s6 existe um grafico que representa todas
as curvas ROC, onde 0s pontos encontram-se sobre 0 eixo 'y' e sobre 0 eixo 'x-superior'.

Para os elementos '1' e '6' do tipo numérico manuscrito ambos apresentaram 100%
de acerto. Devido ao fato da curva ROC somente poder ser construida para dois e

somente dois valores, ndo foi possivel construir a curva ROC para esses elementos.



APENDICE E - Algoritmos das células neurais artificiais paraconsistentes
utilizados no desenvolvimento do sistema

Algoritmo da CNAPar (Da Silva Filho et al., 2008)

1. Entre com o valor do grau de evidéncia de entrada 1
w */Grau de evidéncia 1 O0<pu<1%

2. Entre com o valor do grau de evidéncia de entrada 2
L2 */Grau de evidéncia 2 0<p<1%

3. Transforme o grau de evidéncia 2 em grau de evidéncia desfavoravel
h2=1-p,  */Grau de evidéncia desfavoravel 0<Ai,<1%*/

4. Calcule o grau de contradicdo normalizado
Mt A
#Ctr - 2

5. Calcule o intervalo de evidéncia resultante
o =1- |2ucer — 1]

6. Calcule o grau de evidéncia resultante
(U —4A2) +1

Ug = )

7. Calcule a distancia D
D=y -l — D%+ (1 + A) — 1)

8. Calcule o grau de evidéncia resultante real

Se pg > 0,5, UER = (1 - D/2)
Se HE < 0,5, UER = D/2
Se ug = 0,5, UER = HE
9. Faca Ft. = 1 e apresente na saida
So =g
Se pe <0,25 entdo, S;=0,5 */Indefinigao™/

Sendo Si1= HER

10. Fim



Algoritmo da CNAPdi (Da Silva Filho et al., 2008)

1. Entre com o valor do grau de evidéncia de entrada 1
w */Grau de evidéncia 1 O0<pu<1%

2. Entre com o valor do grau de evidéncia de entrada 2
i) */Grau de evidéncia 2 0<p<1%

3. Entre com o valor do Fator de tolerancia a contradigdo
Ftee=Cy */Fator de tolerancia a contradicdo 0 <Ft;<1 */

4. Calcule os valores superior e inferior de controle de incerteza

1+Cy
Vscin -

*/Valor superior de controle de incerteza*/

1-C . . .
Vicin = Tl */Valor inferior de controle de incerteza*/

5. Transforme o grau de evidéncia 2 em grau de evidéncia desfavoravel
h2=1-p,  */Grau de evidéncia desfavoravel 0<xi,<1*/

6. Calcule o grau de contradi¢do normalizado
Mt A
l'l'CtT' - 2

7. Apresente o0s sinais resultantes das saidas a partir das seguintes condicionais
Se Vicin > Hetr > Viin €ntdo, S; =1
Sendo S; =0

8. Fim



Algoritmo da CNAPcls Max e Min (Da Silva Filho et al., 2008)

1. Entre com o valor do grau de evidéncia de entrada 1
w */Grau de evidéncia 1 O0<p<1%

2. Entre com o valor do grau de evidéncia de entrada 2
i) */Grau de evidéncia 2 0<p<1%

3. Transforme o grau de evidéncia 2 em grau de evidéncia desfavoravel
h2=1-pnp,  */Grau de evidéncia desfavoravel 0<A,<1*/

4. Calcule o grau de evidéncia resultante
(U —4A2) +1

Ug = )

5. Apresente 0s sinais resultantes das saidas a partir das seguintes condicionais
Para maximizacao
Se ug >=0,5 faga, Sy =p; */Valor maior de evidéncia de entrada*/
Seug<0,5 faga, S;=p, */Valor maior de evidéncia de entrada*/
Para minimizacao
Se ug >=0,5 faga, S;=p, */Valor menor de evidéncia de entrada*/
Se ue <05 faga, Sy =p; */Valor menor de evidéncia de entrada*/

6. Fim



Algoritmo da CNAPpa (Da Silva Filho et al., 2008)

1. Entre com o valor do grau de evidéncia de entrada 1
w */Grau de evidéncia 1 O0<p<1%

2. Entre com o valor do Fator de tolerancia a certeza
Ft.=C, */Fator de tolerancia a certeza 0<Ftqu<1%

3. Calcule os valores superior e inferior de controle de certeza

146y

Vece */\Valor superior de controle de certeza*/

1-C . .
2 */Valor inferior de controle de certeza*/

Viee =

4. Transforme o grau de evidéncia 1 em grau de evidéncia desfavoravel
A=1-w */Grau de evidéncia desfavoravel 0<A <1 *

5. Calcule o grau de evidéncia resultante
(m—-A+1

Ug = )

6. Apresente na saida
SeVee<pe ou pe<Vice entdo, S;=p
Sendo, S;=0,5 */Indefinicdo™/

7. Fim



APENDICE F - Algoritmo do N6 de Analise Paraconsistente e Algoritmo
ParaExtrey

Algoritmo do N6 de Andlise Paraconsistente (Da Silva Filho, 2009)

1. Entre com os valores de entrada
u */Grau de evidéncia favoravel 0O<u<1%*
A */Grau de evidéncia desfavoravel 0<A<1%
2. Calcule o grau de contradi¢cdo normalizado
w+ A
Hetr = T

3. Calcule o intervalo de evidéncia resultante
op=1- |2ucer — 1]

4. Calcule o grau de certeza
Ge=p-2A

5. Calcule o grau de incerteza
Gin=(Qu+A)-1

6. Calcule a distancia D

D= [~ 167+ 6o

7. Determine o sinal da saida
Se e < 0,25 ou D> 1 ento, S1 = 0,5 e S; = @) : Indefinicdo e va para o item 11
Sendo va para 0 proximo item

8. Determine o grau de certeza real
Se Go > 0 entdo,Geg = (1 — D)
Se Go < 0 entdo,Geg = (D — 1)
Se G = 0entao,Geg =0
9. Calcule o grau de evidéncia resultante real

Geg +1
UEr = )

10. Apresente os resultados na saida

Fa(;a S = HER e S, = OE®)

11. Fim



Algoritmo ParaExtr, (Da Silva Filho, 2009)

1. Apresente os n valores de graus de evidéncia que compde o grupo em estudo
Gu = (ua, 1B, 1UCs - Hn) */Graus de evidéncia 0 <pu <1 */

2. Selecione o maior valor entre os graus de evidéncia do grupo em estudo
Hmaxa = Max(Ma, U8, KC; ---» Hn)

3. Considere o maior valor entre os graus de evidéncia do grupo em estudo em graus de
evidéncia favoravel

HmaxA = |

4. Selecione o menor valor entre os graus de evidéncia do grupo em estudo

HmimA = mim(lle, uB, Hc, - Hn)

5. Transforme menor valor em grau de evidéncia desfavoravel
1- tmima =2

6. Faca a andlise paraconsistente entre os valores selecionados
HR1=HOA */Utilizacdo de um NAP/

7. Acrescente o valor obtido pgi no grupo em estudo, excluindo deste os dois valores
Umax € Umim Selecionados anteriormente

GH = (HAa UB, UCy ---5 Hn, HRl) - (lvlmaxA1 MmimA)

8. Retorne ao item 2 até que o grupo em estudo tenha um Unico elemento resultante das
analises

Gp = (Her)

9. Fim



APENDICE G - Cédigo-fonte do Sistema Computacional Paraconsistente

O Sistema Computacional Paraconsistente foi desenvolvido através da linguagem de
programacado Python e do framework Pyramid. A seguir apresenta-se o cddigo-fonte dos
principais modulos do sistema que estdo organizados em trés diretdrios distintos

(models, utils, views) dentro do sistema.

Diretério models:

class UAPParaExtr():

" Unidade de Analise Paraconsistente com o algoritmo ParaExtre, - UAPParaExtr

def __init__(self, list_ge):
" Construtor da classe
Atribui os pardmetros passados ao objeto
:list_ge: Grau de evidéncia 1 (0 <= ge <=1)

self.list_ge = list_ge
self.layers =[]

def create_network(self):

" Adiciona um NAP para cada camada da rede

# Enquanto a quantidade de elementos de list_ge for maior do que 1
while len(self.list_ge) > 1:
# Adiciona a nova camada & lista de camadas
self.layers.append(Layer())
# Obtém o maior e menor valor da lista
max_value = max(self.list_ge)
min_value = min(self.list_ge)
# Remove o maior e menor valor da lista
self.list_ge.remove(max_value)
self.list_ge.remove(min_value)
# Calcula mi e lambda (1)
mi = max_value
I =1 - min_value
# Adiciona um NAP a lista de elementos da camada
self.layers[-1].elements.append(NAP(mi, 1))
# Adiciona um dicionario vazio a lista de conexdes da camada
self.layers[-1].connections.append({})
# Adiciona a saida do NAP a lista de valores da camada
nap_results = self.layers[-1].elements[0].results()

self.layers[-1].values.append(nap_results)



# Adiciona a saida 's1' do NAP na lista list_ge
nap_sl = self.layers[-1].values[0]['s1]
self.list_ge.append(nap_s1)
def results(self):
" Retorna a saida da rede "'
self.create_network()
self.s1 = self.list_ge[0]

return self.s1

class UARCcmc7():

" Unidade Neural Artificial Paraconsistente
Unidade de Agrupamento do Reconhecimento do Caractere CMC7 - UARCcmc7
def __init_ ( self, ge_pattern, ge_caractere, conf_ftct={"vertical": 0.1, 'horizontal":0.1, 'histogram":0.1},
caracteristics=None):
" Construtor da classe
Atribui os pardmetros passados ao objeto
:ge_pattern: Dicionario com as seguintes listas de graus de evidéncia do caractere padréo
lado esquerdo, lado direito, topo, base e histogramas (0 <= ge_padréo <= 1)
:ge_caractere: Dicionario com as seguintes listas de graus de evidéncia do caractere
lado esquerdo, lado direito, topo, base, histograma externo e histograma interno (0 <= ge <= 1)
:conf_ftct: Define o valor default do fator de tolerancia a contradicéo das células CNAPdi das unidades
UARL das linhas verticais, horizontais e do histograma
self.ge_pattern = ge_pattern
self.ge_caractere = ge_caractere
self.conf_ftct = conf_ftct
self.ge_dif_histogram = self._get_dif_from_evidences(caracteristics)
self.caracteristics = caracteristics
self.layers =[]

def create_network(self):
" Adiciona duas UARL para anélise dos segmentos de reta identificados e

uma URPcmc?7 para andlise de cada lista de graus de evidéncia dos histogramas (externo e interno)

das imagens do caractere e caractere padrdo

:self.ge_pattern['left], self.ge_caractere['left]: listas de graus de evidéncia dos segmentos de reta
identificados no lado esquerdo das imagens do caractere e caractere padrao

:self.ge_pattern['right'], self.ge_caractere['right]: listas de graus de evidéncia dos segmentos de reta
identificados no lado direito das imagens do caractere e caractere padrdo

:self.ge_pattern['top], self.ge_caractere['up']: listas de graus de evidéncia dos segmentos de reta
identificados no topo das imagens do caractere e caractere padrdo

:self.ge_pattern['bottom’], self.ge_caractere['down']: listas de graus de evidéncia dos segmentos de reta
identificados na base das imagens do caractere e caractere padrdo

# Adiciona a nova camada a lista de camadas



self.layers.append(Layer())
# Adiciona uma UARL na lista de elementos
if 'vertical_line_segments' in self.caracteristics:
self.layers[0].elements.append(UARL(self.ge_pattern['external_line_segments']['left],
self.ge_caractere['external_line_segments']['left,
self.ge_pattern['external_line_segments’]['right],
self.ge_caractere['external_line_segments']['right],
self.conf_ftct.get(‘vertical’)))
# Adiciona uma UARL na lista de elementos
if 'horizontal_line_segments' in self.caracteristics:
self.layers[0].elements.append(UARL(self.ge_pattern[‘external_line_segments']['top],
self.ge_caractere['external_line_segments']['top'],
self.ge_pattern['external_line_segments']['bottom’],
self.ge_caractere['external_line_segments']['bottom’],
self.conf_ftct.get('horizontal')))
# Adiciona uma UAPParaEXxtr para cada caracteristica na lista de elementos do objeto "Layer"
# exceto para as caracteristicas 'vertical_line_segments' e 'horizontal_line_segments'
for caracteristic in self.caracteristics:
if not caracteristic in ('vertical_line_segments', 'horizontal_line_segments', 'top_bottom_peaks"):
self.layers[0].elements.append(UAPParaExtr(self.ge_dif_histogram[caracteristic]))
# Defini um indice correspondente a lista de elementos do objeto "Layer"
# Cada indice corresponde a um item da lista "caracteristics"
caracteristic_index =0
# Adiciona o valor/resultado de cada elemento a lista "values" do objeto "Layer"
for caracteristic in self.caracteristics:
if caracteristic !="top_bottom_peaks':
self.layers[0].values.append(self.layers[0].elements[caracteristic_index].results())
# Incrementa o indice para referenciar o préximo elemento da lista de elementos do objeto "Layer"

caracteristic_index = caracteristic_index + 1

def results(self):
" Retorna as saidas da RNAP ™
# Cria e processa a RNAP
self.create_network()
# Defini um indice correspondente a lista de elementos do objeto "Layer"
# Cada indice corresponde a um item da lista “caracteristics"
caracteristic_index = 0
# Cria um atributo para cada item da lista "self.caracteristics" no "self" e atribui o valor obtido
# para cada um deles na rede
for item in self.caracteristics:
if item !="top_bottom_peaks":

# Ex. self.vertical_line_segments = self.layers[0].values[0]

setattr(self, '%s' % item, self.layers[0].values[caracteristic_index])

caracteristic_index = caracteristic_index + 1
caracteristic_index = 0
results = {}
# Adiciona um item ao dicionario "results" para cada item da lista “self.caracteristics” e seu respectivo valor calculado pela

RNAP

for caracteristic in self.caracteristics:



if caracteristic !="top_bottom_peaks'":
# EX. results[vertical_line_segments] = self.layers[0].values[0]
results[caracteristic] = self.layers[0].values[caracteristic_index]
caracteristic_index = caracteristic_index + 1
return results
def _get_dif_from_evidences(self, caracteristics):
" Retorna uma lista com a diferenca entre os graus de evidéncia
Ex. ge_diff[0] = fabs(ge_caractere[0] - ge_pattern[0])

# Cria um dicionério vazio
ge_dif = {}
# Para cada tipo de caracteristica gera uma lista com a diferenca entre os graus de evidéncia
for tipo in caracteristics:
if not tipo in (‘vertical_line_segments', 'horizontal_line_segments', 'top_bottom_peaks"):
ge_difftipo] =[]
# Se a caracteristica 'top_bottom_peaks' for solicitada completa as listas ge_pattern e
# ge_caractere com valor "0" até que ambas estejam com 0 mesmo tamanho
if 'top_bottom_peaks' in caracteristics:
while len(self.ge_pattern[‘histogram‘][tipo]) > len(self.ge_caractere['histogram'][tipo]):
self.ge_caractere['histogram'][tipo].append(0)
while len(self.ge_caractere['histogram‘][tipo]) > len(self.ge_pattern[‘histogram’][tipo]):
self.ge_pattern[‘histogram‘][tipo].append(0)
# Para cada par de item de ambas as listas (ge_caractere e ge_pattern) calcula a
# diferenca entre as listas através de uma NAP
for i in range(len(self.ge_caractere['histogram‘][tipo])):
nap = NAP(self.ge_pattern[‘histogram][tipo][i], 1 - self.ge_caractere['histogram'][tipo][i])
dif = nap.results()['s2']
ge_dif[tipo].append(dif)
return ge_dif

class UARL():

" Unidade Neural Artificial Paraconsistente
Unidade de Agrupamento do Reconhecimento das Linhas - UARL
def __init__(self, ge_defaultl, ge_caracterel, ge_default2, ge_caractere2, ftct=0.1):
" Construtor da classe
Atribui os parametros passados ao objeto
:ge_defaultl: Lista de graus de evidéncia referente aos segmentos de reta de um lado do
caractere padrdo (0 <= elemento <= 1)
:ge_caracterel: Lista de graus de evidéncia referente aos segmentos de reta de um lado do
caractere (0 <= elemento <=1)
:ge_default2: Lista de graus de evidéncia referente aos segmentos de reta de um lado do
caractere padrdo (0 <= elemento <= 1)
:ge_caractere2: Lista de graus de evidéncia referente aos segmentos de reta de um lado do
caractere (0 <= elemento <= 1)
:ftct: Define o valor default do fator de tolerancia a contradicéo das células CNAPdi das
unidades URPcmc?
self.ge_defaultl = ge_defaultl
self.ge_caracterel = ge_caracterel



self.ge_default2 = ge_default2
self.ge_caractere2 = ge_caractere2
self.ftct = ftct

self.layers =[]

def create_network(self):
" Adiciona unidades URPcmc?7 a primeira camada da rede
" Adiciona a PRIMEIRA CAMADA da rede "
# Adiciona a PRIMEIRA camada a lista de camadas
self.layers.append(Layer())
# Adiciona as unidades URPcmc?7 a lista de elementos da camada
self.layers[0].elements.append(URPcmc7(self.ge_defaultl, self.ge_caracterel, self.ftct))
self.layers[0].elements.append(URPcmc7(self.ge_default2, self.ge_caractere2, self.ftct))
# Adiciona um dicionério vazio para cada célula na lista de conexdes
# da camada (Recebe um dicionéario vazio porque é a primeira camada)
self.layers[0].connections.append({})
self.layers[0].connections.append({})
# Obtém os valores das URPcmc7
urpcmc?_1 = self.layers[0].elements[0].results()
urpcmc?_2 = self.layers[0].elements[1].results()

# Adiciona os valores das saidas das URPcmc7 na lista de valores da primeira camada
self.layers[0].values.append(urpcmc7_1)
self.layers[0].values.append(urpcmc7_2)
" Adiciona a ULTIMA CAMADA da rede "
# Adiciona a ULTIMA camada a lista de camadas
self.layers.append(Layer())
# Adiciona uma CNAPa na ultima camada da rede
mil = self.layers[-2].values[0]
mi2 = self.layers[-2].values[1]
ftet=1
ftc=0
self.layers[-1].elements.append(CNAPa(mil1, mi2, ftct, ftc))
# Adiciona as conexdes na lista de conexdes da Ultima camada
self.layers[-1].connections.append(
{
'mil": {'layer" O, 'element': 0},
'mil": {'layer" O, 'element": 1}
}
)

# Adiciona os valores das saidas da CNAPa na lista de valores da camada
cnapa = self.layers[-1].elements[-1].results()['s1]
self.layers[-1].values.append(cnapa)

def results(self):
" Retorna a saida da rede "
self.create_network()
self.s1 = self.layers[-1].values[0]
return self.s1

class UCCF():

" Unidade Neural Artificial Paraconsistente
Unidade das Células das Camadas Finais - UCCF

def __init__(self, entradal, entrada2):
" Construtor da classe
Atribui os parametros passados ao objeto
:entradal: Dicionario com as saidas AR e DI do elemento mil (0 <=arl<=1e0<=dil<=1)
:entrada2: Dicionario com as saidas AR e DI do elemento mi2 (0 <=ar2<=1e0<=di2<=1)



self.arl = entradal['ar]
self.ar2 = entrada2['ar]
self.dil = entradal['di"]
self.di2 = entrada2['di"]
self.layers =[]

def create_network(self):
" Adiciona as células CNAPmin(1), CNAPdi(5) e CNAPmax(7) a primeira camada da rede
Adiciona as células CNAPmiIn(2) e CNAPdi(8) a segunda camada da rede
Adiciona a célula CNAPmin(3) a terceira camada da rede
Adiciona as células CNAPdi(4) e CNAPar(6) a quarta e Gltima camada da rede

" Adiciona a PRIMEIRA CAMADA da rede ™
self.layers.append(Layer())

### Adiciona as células CNAPmin(1), CNAPdi(5) e CNAPmax(7) a lista de elementos da primeira camada
# Adiciona a célula CNAPmin(1)
self.layers[0].elements.append(CNAPmin(self.arl, self.ar2))
# Calcula a saida da CNAPmin(1) e atribui o resultado ao fator de tolerancia a contradicdo da CNAPdi(5)
cnapminl_results = self.layers[0].elements[0].results()
# Adiciona a célula CNAPdi(5)
self.layers[0].elements.append(CNAPdi(self.arl, self.ar2, cnapminl_results))
# Adiciona a célula CNAPmax(7)
self.layers[0].elements.append(CNAPmax(self.dil, self.di2))
### Adiciona as conexdes das células da primeira camada
# Adiciona as conexdes da célula CNAPmin(1)
self.layers[0].connections.append({})
# Adiciona as conexdes da célula CNAPdI(5)
self.layers[0].connections.append(

{

'ftct': {'layer": 0, 'element': 0}
}
)

# Adiciona as conexdes da célula CNAPmax(7)
self.layers[0].connections.append({})

### Adiciona os valores das saidas das células da primeira camada
# Adiciona o valor da célula CNAPmin(1)
self.layers[0].values.append(self.layers[0].elements[0].results())

# Adiciona o valor da célula CNAPdi(5)
self.layers[0].values.append(self.layers[0].elements[1].results())

# Adiciona o valor da célula CNAPmax(7)
self.layers[0].values.append(self.layers[0].elements[2].results())

" Adiciona a SEGUNDA CAMADA da rede "
self.layers.append(Layer())
#i## Adiciona as células CNAPmin(2) e CNAPdIi(8) a lista de elementos da segunda camada
# Obtém as saidas das células CNAPmin(1) e CNAPdi(5) da primeira camada
cnapminl = self.layers[0].values[0]
cnapdi5 = self.layers[0].values[1]
# Adiciona a célula CNAPmin(2)
self.layers[1].elements.append(CNAPmin(cnapminl, cnapdi5))
# Obtém a saida da célula CNAPmax(7)da primeira camada
cnapmax7 = self.layers[0].values[2]
# Adiciona a célula CNAPdi(8)
self.layers[1].elements.append(CNAPdi(self.dil, self.di2, cnapmax7))
### Adiciona as conexdes das células da segunda camada
# Adiciona as conexdes da célula CNAPmIn(2)
self.layers[1].connections.append(
{
'mil": {'layer" O, 'element': 0},
'mi2": {'layer": 0, 'element": 1}
}



)

# Adiciona as conexdes da célula CNAPdI(8)
self.layers[1].connections.append(
{
'ftct': {'layer": 0, 'element': 2}
}
)

### Adiciona os valores das saidas das células da segunda camada
# Adiciona o valor da célula CNAPmIn(2)
self.layers[1].values.append(self.layers[1].elements[0].results())

# Adiciona o valor da célula CNAPdi(8)
self.layers[1].values.append(self.layers[1].elements[1].results())

" Adiciona a TERCEIRA CAMADA da rede ™
self.layers.append(Layer())
### Adiciona a célula CNAPmin(3)a lista de elementos da terceira camada
# Obtém as saidas das células CNAPmin(2) e CNAPdi(8) da segunda camada
cnapmin2 = self.layers[1].values[0]
cnapdi8 = self.layers[1].values[1]
# Adiciona a célula CNAPmin(3)
self.layers[2].elements.append(CNAPmin(cnapmin2, cnapdi8))
### Adiciona as conexdes das células da terceira camada
# Adiciona as conexdes da célula CNAPmIn(3)
self.layers[2].connections.append(
{
'mil": {'layer" 1, 'element': 0},
'mi2": {'layer": 1, 'element": 1}
}
)

### Adiciona os valores das saidas das células da terceira camada
# Adiciona o valor da célula CNAPmIn(3)
self.layers[2].values.append(self.layers[2].elements[0].results())

™ Adiciona a QUARTA CAMADA da rede (ULTIMA CAMADA DA REDE)"
self.layers.append(Layer())
### Adiciona as células CNAPdi(4) e CNAPar(6) a lista de elementos da quarta camada
# Obtém as saidas da célula CNAPmin(3) da terceira camada
cnapmin3 = self.layers[2].values[0]
# Adiciona a célula CNAPmin(4)
self.layers[3].elements.append(CNAPdi(self.dil, self.di2, cnapmin3))
# Adiciona a célula CNAPar(6)
self.layers[3].elements.append(CNAPar(self.arl, self.ar2))
### Adiciona as conexdes das células da quarta camada
# Adiciona as conexdes da célula CNAPdi(4)
self.layers[3].connections.append(

{

‘ftct': {'layer": 2, 'element: 0}
}
)

# Adiciona as conexdes da célula CNAPar(6)
self.layers[3].connections.append({})

### Adiciona os valores das saidas das células da quarta camada
# Adiciona o valor da célula CNAPdi(4)
self.layers[3].values.append(self.layers[3].elements[0].results())
# Obtém as saidas da célula CNAPar(6) da quarta camada
cnapar6 = self.layers[3].elements[1].results()

# Adiciona o valor da célula CNAPar(6)
self.layers[3].values.append(cnapar6['s1])

def results(self):
" Retorna as saidas AR e DI da rede ™
self.create_network()



self.ar = self.layers[3].values[1]
self.di = self.layers[3].values[0]
results = {

‘ar': self.ar,

'di': self.di
}

return results

class UCPC():

" Unidade Neural Artificial Paraconsistente
Unidade das Células da Primeira Camada - UCPC

def __init__(self, mil, mi2, ftct=0.1):
" Construtor da classe
Atribui os pardmetros passados ao objeto
:mil: Grau de evidéncia 1 (0 <= mil <=1)
:mi2: Grau de evidéncia 2 (0 <=mi2 <=1)
:ftct: Define o valor default do fator de tolerancia a contradi¢éo das células CNAPdi

self.mil =mil
self.mi2 = mi2
self.ftct = ftct

self.layers =[]

def create_network(self):
" Adiciona uma CNAPar e uma CNAPdi a primeira e Unica camada da rede

# Adiciona a nova camada a lista de camadas
self.layers.append(Layer())

# Adiciona as células CNAPar e CNAPdi a lista de elementos da camada
self.layers[0].elements.append(CNAPar(self.mil, self.mi2))
self.layers[0].elements.append(CNAPdi(self.mi1, self.mi2, self.ftct))

# Adiciona um dicionario vazio para cada célula na lista de conexdes

# da camada (Recebe um dicionario vazio porque é a primeira camada)
self.layers[0].connections.append({})
self.layers[0].connections.append({})

# Obtém os valores das células (CNAPar e CNAPdi)

ar = self.layers[0].elements[0].results()['s1]

di = self.layers[0].elements[1].results()
self.layers[0].values.append(ar)

self.layers[0].values.append(di)

def results(self):

" Retorna as saidas AR e DI da rede ™
self.create_network()
self.ar = self.layers[0].values[0]
self.di = self.layers[0].values[1]
results = {

‘ar': self.ar,

'di': self.di
}

return results

class ULVH():

" Unidade Neural Artificial Paraconsistente
Unidade das Linhas Vertical e Horizontal - ULVH



def __init__(self, list_ge, direcao, ftct=0.1):
" Construtor da classe
Atribui os pardmetros passados ao objeto
:list_ge: Lista de graus de evidéncia referente a um lado da imagem do caracter
:ftct: Define o valor default do fator de tolerancia a contradicéo das células CNAPdi das unidades UCPC
# Enquanto a quantidade de elementos de list_ge for maior do que 2 e néo for divisivel por 4,
# adicione graus de evidéncia igual a 0 na lista até que a quantidade seja divisivel por 4
while len(list_ge) > 2 and len(list_ge) % 4 !=0:
list_ge.append(0.0)
self.list_ge = list_ge
self.direcao = direcao
self.ftct = ftct
self.layers =[]
self.line_segments = []

def create_network(self):
" Adiciona unidades UCPC a primeira camada da rede
Adiciona unidades UCCF & demais camadas da rede

" Adiciona a PRIMEIRA CAMADA da rede ™
self.layers.append(Layer())
# Para cada par de graus de evidéncia de self.list_ge (ordem sequencial)
# adiciona uma UCPC a lista de elementos da primeira camada da rede
for i in range(0, len(self.list_ge), 2):

mil = self.list_ge[i]

mi2 = self.list_ge[i + 1]

ftct = self.ftct

self.layers[0].elements.append(UCPC(mil, mi2, ftct))

# Adiciona as conexdes na lista de conexdes da primeira camada

self.layers[0].connections.append({})

# Adiciona os valores das saidas da UCPC na lista de valores da primeira camada

self.layers[0].values.append(self.layers[0].elements[-1].results())

" Adiciona a SEGUNDA CAMADA da rede "
# Se a quantidade de elementos da camada anterior for maior do que 1
if len(self.layers[-1].elements) > 1:

# Adiciona uma nova camada

self.layers.append(Layer())

# Popula a camada

self.last_layers(2)
" Adiciona as DEMAIS CAMADAS da rede ™
# Enquanto a quantidade de elementos da camada anterior for maior do que 1
while len(self.layers[-1].elements) > 1:

# Adiciona uma nova camada

self.layers.append(Layer())

# Popula a camada

self.last_layers(1)

def last_layers(self, step):
" Popula da segunda a Gltima camada da rede
:step: passo para definir a sequéncia do looping. O valor 1
indica que a sequéncia devera ser
[(0,2), (1,2), (2,3), .., (n-2, n-1), (n-1, n)]
e o valor 2 indica que a sequéncia devera ser
[(0,2), (2,3), (4,5), ..., (n-3, n-2), (n-1, n)]

# Quantidade de elementos da camada anterior

gtd_elements = len(self.layers[-2].elements)

# Iindice da Gltima camada

last_layer = len(self.layers) - 2

# Se a quantidade de elementos da camada anterior for maior do que 1



if gtd_elements > 1:
# Adiciona uma UCCEF para cada par de elementos da camada anterior conforme passo definido
for i in range(0, qtd_elements - 1, step):
# Seleciona um par de elementos da camada anterior e obtém suas saidas
entradal = self.layers[-2].values][i]
entrada2 = self.layers[-2].values[i + 1]
# Adiciona uma UCCF na lista de elementos da camada e atribui os valores de entrada
self.layers[-1].elements.append(UCCF(entradal, entrada2))
# Adiciona as conexdes da UCCF na lista de conexdes da camada
self.layers[-1].connections.append(
{
'mil": {'layer" last_layer, 'element": i},
'mi2": {'layer": last_layer, 'element": i + 1}
}
)

# Calcula e adiciona os valores de saida da UCCF na lista de valores da camada
self.layers[-1].values.append(self.layers[-1].elements[-1].results())

def get_line_segments(self):
" Identifica os segmentos de reta encontrados na lista de graus de evidéncia informada
Cada segmento de reta encontrado deve conter um dicionario com:
‘direction”: 0 ou 1
1) Se lado = esquerda ou topo entéo

direction =1
Sendo: (direita ou base)
direction =0

'size": Tamanho minimo estimado do segmento de reta
1) Calcular a quantidade minima de pixels do segmento de reta multiplicando
o indice da camada da rede por 4, conforme algoritmo abaixo.

Se i >0 entdo
size=i*4

Sendo
size=2

2) Calcular o grau de evidéncia proporcional ao tamanho do segmento de reta em pixels
size = size / quantidade de elementos na lista de graus de evidéncia (self.list_ge)
‘position’: posi¢do do segmento de reta vertical na imagem (topo, centro, base) ou
posicao do segmento de reta horizontal na imagem (esquerda, centro, direita)
1) Calcular o grau de evidéncia referente a posi¢éo da seguinte forma:
(indice do elemento na lista de elementos da camada + 1) / quantidade de elementos da camada
'local’: Coluna ou linha onde o0 segmento de reta se encontra
ex. nimero da coluna onde 0 segmento de reta vertical se encontra
(grau de evidéncia equivalente) nimero da linha onde o segmento de reta horizontal
se encontra (grau de evidéncia equivalente)
1) Atribuir o valor AR do elemento
local = AR
Para identificar os segmentos de retas, seguiremos 0s seguintes critérios:
1) Se na ultima camada da rede o valor DI = 1 entdo:
1.1) Existe apenas um segmento de reta com os seguintes dados
1.1.1) Adicionar a lista de segmentos de reta da rede apenas um segmento de reta com um dicionario para representa-

ex: {
'direction’: self.direcao
'size": indice da Ultima camada na lista de camadas * 4
‘position”: 1
'local’: valor AR
}
2) Caso contrario (na Ultima camada da rede valor DI = 0)
2.1) Percorrer a rede a partir da pentltima camada até a primeira a procura de:
2.1.1) Camadas com pelo menos um elemento com valor DI =0
O elemento s6 representa um segmento de reta se:
valor DI = 1 e possuir ambos os vizinhos com DI =0 ou
valor DI = 1, possuir 1 vizinho com DI = 0 e é o primeiro ou o Ultimo elemento da lista
A identificacdo de segmentos de reta em cada camada é dividida em trés partes:



1) Verifica se a primeira unidade representa um segmento de reta
camada[i][0] -saidaDligualale
camada[i][1] - saida DI igual a0

2) Verifica se a Gltima unidade representa um segmento de reta
camada[i][m] -saidaDligualale
camada[i][m-1] - saida DI igual a 0

3) Verifica se as unidades do meio representam um segmento de reta
camada[i][m] -saidaDligualale
camada[i][m-1] - saidaDligualaOe
camada[i][m] - saida DI igual a 0

# Obtém a quantidade de camadas da rede
qgtd_layers = len(self.layers)
# Verifica se a Gltima camada da rede possui um elemento que representa um segmento de reta
if self.layers[-1].values[0].get('di") == 1:
self.line_segments.append(
{
‘direction’: self.direcao,
'size”: ((qtd_layers - 1) * 4.) / len(self.list_ge),
'position”: 1,
‘local’: self.layers[-1].values[0]['ar']
}
)
else:
# Percorre a lista de camadas da penltima até a primeira camada
for i in range(qtd_layers-2, -1, -1):
# Define o indice multiplicador e multiplica pelo indice para compor o numerador da divi¢édo para calcular
# a quantidade minima de pixels de um segmento de reta
ifi>0:
numerator =i * 4.
else:
numerator = 2.
qtd_elements = len(self.layers[i].values)
if self.looking_for_di_0(self.layers[i].values):
# Verifica se o primeiro elemento da camada representa um segmento de reta
if self.layers[i].values[0].get('di") == 1 and \
self.layers][i].values[1].get('di") == 0:
self.line_segments.append(
{
‘direction": self.direcao,
'size": numerator / len(self.list_ge),
‘position’: 1. / qtd_elements,
‘local': self.layers[i].values[O][‘ar']
}
)
# Verifica se o Ultimo elemento da camada representa um segmento de reta
if self.layers[i].values[-1].get('di") == 1 and \
self.layers[i].values[-2].get('di") == 0:
self.line_segments.append(
{
‘direction": self.direcao,
'size": numerator / len(self.list_ge),
'position”: 1,
'local’: self.layers][i].values[-1]['ar']
}
)
# Verifica se existe algum elemento da segunda e pentltima posicdo da camada que representa um segmento de reta
for j in range(1, len(self.layers[i].values)-1):
if self.layers[i].values[j].get('di") == 1 and \
self.layers[i].values[j + 1].get('di") == 0 and \
self.layers[i].values[j - 1].get('di") == 0:
self.line_segments.append(

{



'direction’: self.direcao,

'size": numerator / len(self.list_ge),
‘position”: (j + 1.) / gtd_elements,
'local’: self.layers][i].values[j]['ar]

def looking_for_di_O(self, list_values):
" Verifica se a camada possui algum elemento com valor DI =0
list_values: lista dos valores de saida dos elementos de uma determinada camada da rede
Se um dos valores possuir DI = 0 entdo retorna 1, indicando que existe um
elemento representando um segmento de reta
Caso contrério retorna 0
for value in list_values:
if value.get('di') == 0:
return 1
return 0
def get_ge_line_segments(self):
" Gera uma lista com os graus de evidéncia dos segmentos de reta identificados
# Cria uma lista dos graus de evidéncia que representam os segmentos de reta identificados
ge_line_segments =[]
# Para cada segmento de reta adicione na lista ge_line_segments os graus de evidéncia do mesmo
for line_segment in self.line_segments:
for param in (‘direction’, 'size', ‘position’, 'local’):
ge_line_segments.append(line_segment[param])
return ge_line_segments

def results(self):
" Retorna as saidas AR e DI da rede
self.create_network()
self.get_line_segments()
self.ge_line_segments = self.get_ge_line_segments()
results = {

'segments': self.line_segments,

'ge_segments': self.ge_line_segments
}

return results

class URPcmc7():

" Unidade Neural Atrtificial Paraconsistente

Unidade de Reconhecimento Paraconsistente CMC7 - URPcmc7

def __init__ (self, ge_default, ge_caractere, ftct=0.1):
" Construtor da classe
Atribui os parametros passados ao objeto
:ge_default: Graus de evidencia (0 <= ftct <= 1) obtidos no histograma da imagem padrao
:ge_caractere: Graus de evidencia (0 <= ftct <= 1) obtidos no histograma da imagem
apresentada ao sistema
:ftct: Define o valor default do fator de tolerancia a contradigéo das células CNAPdi
da primeira camada da rede
self.ge_default = ge_default
self.ge_caractere = ge_caractere
self.ftct = ftct
self.layers =[]
# Ambas as listas de graus de evidéncia devem conter a mesma quantidade de elementos



# Se a quantidade de elementos da lista ge_default for maior do que da lista ge_caractere, adiciona ge = 0.5 na lista
ge_caractere
while len(self.ge_default) > len(self.ge_caractere):
self.ge_caractere.append(0)
# Se a quantidade de elementos da lista ge_caractere for maior do que da lista ge_default, adiciona ge = 0.5 na lista ge_default
while len(self.ge_caractere) > len(self.ge_default):
self.ge_default.append(0)
# A guantidade de elementos de ambas as listas deve ser igual a 2 ou divisivel por 4
# Se a quantidade de elementos de ambas as listas for maior do que 2 e ndo divisivel por 4, adiciona ge = 0.5 em ambas as listas
if len(self.ge_default) > 2:
while (len(self.ge_default) % 4) != 0:
self.ge_default.append(0)
self.ge_caractere.append(0)

def create_network(self):
" Adiciona células CNAPdi a primeira camada da rede
Adiciona células CNAPa da segunda a pentltima camada da rede
Adiciona uma célula CNAPpa a ultima camada da rede
" Adiciona a PRIMEIRA CAMADA da rede "
self.layers.append(Layer())
# Obtém a quantidade de elementos de lista ge_default (ambas as listas possuem a mesma quantidade de elementos)
qtd_elements = len(self.ge_default)
# Para cada par de graus de evidéncia constituidos a partir das listas ge e ge_padrao
# (em ordem sequencial) adiciona uma CNAPdi a lista de elementos da primeira camada da rede
# (em ordem sequencial) adiciona um NAP a lista de elementos da primeira camada da rede
for i in range(qtd_elements):
mi = max([self.ge_caractere[i], self.ge_default[i]])
I =1 - min([self.ge_caractere[i], self.ge_default[i]])
self.layers[0].elements.append(NAP(mi, 1))
# Adiciona as conexdes na lista de conexdes da primeira camada
self.layers[0].connections.append({})
# Adiciona os valores das saidas do NAP na lista de valores da primeira camada
self.layers[0].values.append(self.layers[0].elements[-1].results()['s2'])
™ Adiciona da SEGUNDA a PENULTIMA CAMADA da rede "
# Define o valor default do fator de tolerancia a contradi¢do
# e do fator de tolerancia a certeza das células CNAPa das demais camadas da rede
ftet=1
ftc=0
# Enquanto a quantidade de elementos da camada anterior for maior do que 1
while len(self.layers[-1].elements) > 1:
# Obtém a quantidade de elementos da Gltima camada
qtd_elements = len(self.layers[-1].elements)
# Adiciona uma nova camada na lista de camadas da rede
self.layers.append(Layer())
# Para cada par de elementos da camada anterior adicione uma CNAPa & nova camada
for i in range(qtd_elements - 1):
mil = self.layers[-2].values[i]
mi2 = self.layers[-2].values[i + 1]
self.layers[-1].elements.append(CNAPa(mil, mi2, ftct, ftc))
# Adiciona as conexdes na lista de conexdes da nova camada
self.layers[-1].connections.append(
{
'mil": {'layer" len(self.layers) - 2, ‘element": 0},
'mi2": {'layer": len(self.layers) - 2, ‘element": 1},
}
)

# Adiciona os valores das saidas da CNAPa na lista de valores da camada
self.layers[-1].values.append(self.layers[-1].elements[-1].results()['s1])

" Adiciona a ULTIMA CAMADA da rede "'
# Adiciona a ULTIMA camada na lista de camadas da rede
self.layers.append(Layer())



# Adiciona uma CNAPpa na Ultima camada da rede
mil = self.layers[-2].values[0]
ftc=0
self.layers[-1].elements.append(CNAPpa(mi1, ftc))
# Adiciona as conexdes na lista de conexdes da Ultima camada
self.layers[-1].connections.append(

{

'mil": {'layer': len(self.layers) - 2, 'element': 0},
}
)

# Adiciona os valores das saidas da CNAPpa na lista de valores da camada
self.layers[-1].values.append(self.layers[-1].elements[-1].results())

def results(self):
" Retorna as saida da CNAPpa da Ultima camada da rede "
self.create_network()
self.s1 = self.layers[-1].values[0]
return self.s1

class CNAPa(CNAP):

" Célula Neural Artificial Paraconsistente Analitica - CNAPa "'
def __init__(self, mil, mi2, ftct, ftc):
" Construtor da classe
Atribui os parametros passados ao objeto
:mil: Grau de evidéncia 1 (0 <=mil <=1)
:mi2: Grau de evidéncia 2 (0 <= mi2 <=1)
:ftct: Fator de tolerancia a Contradigéo (0 <= ftct <= 1)
:ftc: Fator de tolerancia a Certeza (0 <= ftc <= 1)

self.mil = mil
self.mi2 = mi2
self.ftct = ftct
self.ftc = ftc

def results(self):
" Retorna os sinais resultantes (S1 e S2) "
vscin = self.get_vscin(self.ftct)
vicin = self.get_vicin(self.ftct)
vscc = self.get_vscc(self.ftc)
vicc = self.get_vicc(self.ftc)
| = self.get_I(self.mi2)
mctr = self.get_mctr(self.mil, I)
fe = self.get_fe(mctr)
me = self.get_me(self.mil, I)
results = {'s1": 0.5, 's2": fe}
if vscin > mctr > vicin and (vscc <= me or me <= vicc):
results['s1] = me
self.s1 = results['s1]
self.s2 = results['s2"]
return results

class CNAPar(CNAP):

" Célula Neural Atrtificial Paraconsistente Analitica Real - CNAPar ™
def __init__(self, mil, mi2):
" Construtor da classe
Atribui os parametros passados ao objeto



:mil: Grau de evidéncia 1 (0 <= mil <=1)
‘mi2: Grau de evidéncia 2 (0 <= mi2 <=1)

self.mil = mil
self.mi2 = mi2

def get_mer(self, me, d):
" Calcula o grau de evidéncia resultante real "'
ifme>05 mer=1-(d/2)
elifme<0.5: mer=d/2
else: mer = me
return mer

def results(self):
" Retorna os sinais resultantes (S1 e S2) ™
| = self.get_I(self.mi2)
mctr = self.get_mctr(self.mil, I)
fe = self.get_fe(mctr)
me = self.get_me(self.mil, I)
d = self.get_d(self.mil, I)
mer = self.get_mer(me, d)
results = {'s1": mer, 's2": fe}
if fe <= 0.25:
results['s11=0.5
self.s1 = results['s1]
self.s2 = results['s2"]
return results

class CNAPdi(CNAP):

" Célula Neural Artificial Paraconsistente de Detecgdo de Igualdade - CNAPdi™
def __init__(self, mil, mi2, ftct=0.1):
" Construtor da classe
Atribui os parametros passados ao objeto
:mil: Grau de evidéncia 1 (0 <=mil <=1)
:mi2: Grau de evidéncia 2 (0 <=mi2 <=1)
:ftct: Fator de tolerancia a Contradicédo (0 <= ftct <= 1) (default = 0)
self.mil = mil
self.mi2 = mi2
self.ftct = ftct

def results(self):
" Retorna o sinal resultante (S1) "
vscin = self.get_vscin(self.ftct)
vicin = self.get_vicin(self.ftct)
| = self.get_I(self.mi2)
mctr = self.get_mctr(self.mil, I)
s1=0
if vscin > mctr > vicin:
sl=1
return sl

class CNAPmax(CNAP):

" Célula Neural Artificial Paraconsistente de Conexdo Ldgica Simples de Maximizag&o - CNAPmax ™
def __init__(self, mil, mi2):
" Construtor da classe



Atribui os pardmetros passados ao objeto
:mil: Grau de evidéncia 1 (0 <= mil <=1)
‘mi2: Grau de evidéncia 2 (0 <= mi2 <=1)
self.mil = mil
self.mi2 = mi2

def results(self):
" Retorna o sinal resultante (S1) "
| = self.mi2
me = self.get_me(self.mil, I)
s1 = self.mi2
if me >=0.5:
sl = self.mil
return sl

class CNAPmin(CNAP):

Célula Neural Artificial Paraconsistente de Conexdo Logica Simples de Minimizagéo - CNAPmin ™
def __init__(self, mil, mi2):
" Construtor da classe
Atribui os parametros passados ao objeto
:mil: Grau de evidéncia 1 (0 <=mil <=1)
:mi2: Grau de evidéncia 2 (0 <= mi2 <=1)
self.mil = mil
self.mi2 = mi2

def results(self):
" Retorna o sinal resultante (S1) "
| = self.mi2
me = self.get_me(self.mil, I)
sl = self.mil
if me>=0.5:
sl = self.mi2
return sl

class CNAPpa(CNAP):

Célula Neural Artificial Paraconsistente de Passagem ™
def __init__(self, mil, ftc):
" Construtor da classe

Atribui os pardmetros passados ao objeto

:mil: Grau de evidéncia 1 (0 <= mil <=1)

:ftc: Fator de tolerancia a Certeza (0 <= ftc <= 1)
self.mil = mil
self.ftc = ftc

def results(self):
" Retorna o sinal resultante (S1) "
vscc = self.get_vscin(self.ftc)
vicc = self.get_vicin(self.ftc)
| = self.get_I(self.mil)
me = self.get_me(self.mil, I)
s1=0.5
if vscc <= me or me <= vicc:
s1 = self.mil
return sl



class NAP():
" N6 de Analise Paraconsistente - NAP "
def __init__(self, mi, I):
" Construtor da classe
Atribui os pardmetros passados ao objeto
:mi: Grau de evidéncia favoravel mi (0 <= mi <=1)
:I: Grau de evidéncia desfavoravel lambda (0 <=1<=1)
self.mi =mi
self.l=1

def get_mctr(self, mi, 1):
" Calcula o grau de contradigdo normalizado
mctr = (mi + lambda) / 2

return (mi + 1)/ 2.

def get_fe(self, mctr):
" Calcula o intervalo de evidéncia resultante
fe=1-|2mctr - 1|

return (1 - math.fabs((2 * mctr) - 1))

def get_gc(self, mi, 1):
" Calcula o Grau de Certeza
gc=mi-I

return mi - |

def get_gin(self, mi, I):
" Calcula o Grau de Contradicéo
gin=mi+l)-1

return (mi+1) -1

def get_d(self, gc, gin):
" Calcula a distancia D
D = raiz_quadrada((1 - |[gc[)**2 + (gin**2)

return math.sqrt((1 - math.fabs(gc))**2 + (gin)**2)

def get_gcr(self, gc, d):
" Determina o Grau de Certeza real
Se gc >= 0 entdo faca:
ger<-- (1-d)
Sendo:
ger<--(d-1)
ifgc>=0:
return 1 -d
else:
returnd - 1

def get_mer(self, gcr):
" Calcula o Grau de Evidéncia resultante real
mer =(gcr+1)/2

return (gcr + 1)/ 2.

def results(self):
" Retorna as saidas no NAP ™
# Calcula o grau de contradi¢do normalizado
mctr = self.get_mctr(self.mi, self.I)



# Calcula o intervalo de evidéncia resultante
fe = self.get_fe(mctr)
# Calcula o grau de certeza
gc = self.get_gc(self.mi, self.l)
# Calcula o grau de contradigéo
gin = self.get_gin(self.mi, self.l)
# Calcula a distancia D
d = self.get_d(gc, gin)
# Determina a saida s2
self.s2 =fe
iffe<=0.250rd>1:
#Determina as saidas do NAP como indefinicdo
self.s1=0.5
else:
# Determina o Grau de Certeza Real
ger = self.get_gcr(ge, d)
# Calcula o grau de evidéncia resultante real
mer = self.get_mer(gcr)
# Determina as saidas do NAP
self.s1 = mer

results = {
's1": self.s1,
's2": self.s2
}

return results

Diretério utils

manage image mapping.py

def get_sample_mapping(caracteristics, images):
" Faz 0 mapeamento de um grupo de images
:caracteristics: caracteristicas que deverdo ser extraidas
:images: dicionario com as caracteristicas das imagens

Retorna o dicionarios de caracteristicas das imagens atualizado

try:

print u* Mapeando as images em graus de evidéncia
for image in images:
# Converte a matrix binaria de lista para array
matrix = numpy.array(images[image]['binary_matrix)
# Mapeamento da imagem em graus de evidéncia
images[image]['evidence_degrees'] = get_image_mapping(caracteristics, matrix)
return images
except:
return HTTPNotFound(u'Erro ao tentar obter o mapeamento das caracteristicas do dicionario
"images" - utils/manage_image_mapping/get_sample_mapping’)

def get_image_mapping(caracteristics, matrix):

" Faz o mapeamento da imagem conforme caracteristicas selecionadas
:caracteristics: caracteristicas selecionadas
:matrix: matriz binéria da imagem
Retorna um dicionario com as evidéncias mapeadas

try:
evidence_degrees = {}
evidence_degrees['histogram] = {}



if ‘vertical_line_segments' in caracteristics or \
'horizontal_line_segments' in caracteristics or \
‘external_histogram' in caracteristics or \
‘external_top_border_histogram' in caracteristics:
# Mapeia as bordas externas da imagem
evidence_degrees['external_border'] = get_external_border_evidences_from_binary_matrix(matrix)
if ‘all_pixels_histogram' in caracteristics:
# Mapeia todos os pixels da imagem conforme mapeamento das bordas externas
#(esquerda e direita) ordenado por coluna
evidence_degrees['histogram']['all_pixels_histogram'] =
get_evidences_from_all_pixels_from_binary_matrix(matrix)
if 'internal_histogram' in caracteristics:
# Mapeia as bordas internas da imagem
evidence_degrees['internal_border'] = get_internal_border_evidences_from_binary_matrix(matrix)
if 'diagonal_right_letf_histogram' in caracteristics:
# Mapeia as bordas das diagonais (direita - esquerda) - superior e inferior
evidence_degrees['diagonal_right_left_border] =
get_right_left_diagonal_evidence_degrees_from_binary_matrix(matrix)
if 'diagonal_letf_right_histogram' in caracteristics:
# Mapeia as bordas das diagonais (esquerda - direita) - superior e inferior
evidence_degrees['diagonal_left_right_border] =
get_left_right_diagonal_evidence_degrees_from_binary_matrix(matrix)
return evidence_degrees
except:
return HTTPNotFound(u'Erro ao tentar obter o mapeamento das caracteristicas da
imagem - utils/manage_image_mapping/get_image_mapping’)

# Extrai os graus de evidéncia do contorno externo da imagem e retorna um dicionario com os valores
def get_external_border_evidences_from_binary_matrix(matrix):
" Extrai os graus de evidéncia da borda externa da matriz (contorno externo)
:matrix: matriz binéria da imagem
Retorna um dicionario com os graus de evidéncia extraidos.
external_border = {
'left:  [evidence, ..., evidence],
right: [evidence, ..., evidence],
‘top:  [evidence, ..., evidence],
‘bottom":  [evidence, ..., evidence],

try:
print '=============== Extrai graus de evidéncia da borda externa ===============
# Pega a quantidade de linhas e colunas
qgtd_line = len(matrix)
qtd_column = len(matrix[0])
# Pega o indice da Gltima linha e da Gltima coluna da matrix
index_last_line = qtd_line-1
index_last_column = gtd_column-1
external_border = {

left: [,
right T[],
top I,
'bottom": []

}

# Percorre cada linha da imagem

for linha in range(qtd_line):
evidencia=0
direcao = 'left'
# Para o tipo 'externo’ considera-se o total de colunas da matriz
# O range varia em ordem crescente conforme quantidade de colunas da matriz
list_range_left = range(qtd_column)
# O range varia em ordem decrescente conforme quantidade de colunas da matriz
list_range_right = range(qtd_column-1, -1, -1)
# Percorre cada coluna da linha em ordem crescente (grau de evidéncia da Esquerda)
for coluna in list_range_left:



# Se o pixel for preto e possuir pelo menos um pixel vizinho preto, calcula o grau de evidéncia
if matrix[linha,coluna] == True and \
verify_neighbor_from_binary_matrix(matrix, linha, coluna, index_last_line, index_last_column):
# Calcula o grau de evidéncia - Namero da coluna = coluna + 1
evidencia = get_evidence_from_image(coluna + 1, index_last_column + 1)
# Adiciona o grau de evidéncia a lista
external_border[direcao].append(evidencia)
# O looping é finalizado quando encontra-se o primeiro pixel preto
break
# Se foi encontrado um pixel preto no "for" acima, verifica-se a borda do lado direito
if evidencia > 0:
direcao = 'right'
# Percorre cada coluna da linha em ordem decrescente (grau de evidéncia da Direita)
for coluna in list_range_right:
# Se o pixel for preto e possuir pelo menos um pixel preto vizinho, calcula o grau de evidéncia
if matrix[linha,coluna] == True and \
verify_neighbor_from_binary_matrix(matrix, linha, coluna, index_last_line, index_last_column):
# Calcula o grau de evidéncia - NUmero da coluna = coluna + 1
evidencia = get_evidence_from_image(coluna + 1, index_last_column + 1)
break
# Adiciona o grau de evidéncia a lista
external_border[direcao].append(evidencia)
else:
# Definicéo do grau de evidéncia do lado esquerdo
external_border[direcao].append(evidencia)
# Definicdo do grau de evidéncia do lado direito
direcao = 'right'
# Adiciona o grau de evidéncia a lista
external_border[direcao].append(evidencia)
# Percorre cada coluna da matriz
for coluna in range(qtd_column):
evidencia =0
direcao = 'top'
# Define os range para percorrer o topo e a base da imagem
# O range varia em ordem crescente conforme quantidade de linhas
list_range_top = range(qtd_line)
# O range varia em ordem decrescente conforme quantidade de linhas
list_range_bottom = range(qtd_line-1, -1, -1)
# Percorre cada linha em ordem crescente (grau de evidéncia do Topo)
for linha in list_range_top:
# Se o pixel for preto e possuir pelo menos um pexil preto vizinho, calcula o grau de evidéncia
if matrix[linha,coluna] == True and \
verify_neighbor_from_binary_matrix(matrix, linha, coluna, index_last_line, index_last_column):
# Calcula o grau de evidéncia - Nimero da linha = linha + 1
evidencia = get_evidence_from_image(linha + 1, qtd_line)
# Adiciona o grau de evidéncia a lista
external_border[direcao].append(evidencia)
break
# Se for a evidéncia for maior do que 0
if evidencia > 0:
direcao = 'bottom’
# Percorre cada linha da mesma coluna em ordem decrescente (grau de evidéncia da Base)
for linha in list_range_bottom:
# Se o pixel for preto e possuir pelo menos um pixel preto vizinho, calcula o grau de evidéncia
if matrix[linha,coluna] == True and \
verify_neighbor_from_binary_matrix(matrix, linha, coluna, index_last_line, index_last_column):
# Calcula o grau de evidéncia - NUmero da coluna = coluna + 1
evidencia = get_evidence_from_image(linha + 1, gtd_line)
break
# Adiciona o grau de evidéncia a lista
external_border[direcao].append(evidencia)
# Se evidéncia=0
else:



# Definicdo do grau de evidéncia do Topo
external_border[direcao].append(evidencia)
# Definicdo do grau de evidéncia da Base
direcao = 'bottom’
external_border[direcao].append(evidencia)
return external_border
except:
print u'Erro ao tentar mapear o contorno externo da
imagem - utils/manage_image_mapping/get_external_border_evidences_from_binary_matrix'
return HTTPNotFound(u'Erro ao tentar mapear o contorno externo da
imagem - utils/manage_image_mapping/get_external_border_evidences_from_binary_matrix’)

# Extrai os graus de evidéncia do contorno interno da imagem
def get_internal_border_evidences_from_binary_matrix(matrix):
"' Extrai os graus de evidéncia da borda interna da imagem na matriz (contorno interno)
:matrix: matriz binéria da imagem
Retorna um dicionario com os graus de evidéncia extraidos.
internal_border = {
'left:  [evidence, ..., evidence],
right:  [evidence, ..., evidence],
‘top":  [evidence, ..., evidence],
‘bottom":  [evidence, ..., evidence],

try:
print '=============== Extrai graus de evidéncia da borda interna ===============
# Pega a quantidade de linhas e colunas
qtd_line = len(matrix)
qtd_column = len(matrix[0])
# Pega o indice da Ultima linha e da Gltima coluna da matrix
index_last_line = qtd_line-1
index_last_column = gtd_column-1
internal_border = {

left: [l
right: [],
top: [l
‘bottom": []

}

# Percorre cada linha da imagem
for linha in range(qtd_line):
evidencia =0
direcao = 'left'
# Para a extracao de graus de evidéncia da borda interna o range varia a partir do centro da matriz
# O range varia em ordem crescente a partir do meio da matriz (considera-se a quantidade de colunas da matriz)
list_range_left = range((qtd_column / 2), qtd_column)
# O range varia em ordem decrescente a partir do meio da matriz (considera-se a quantidade de colunas da matriz)
list_range_right = range((qtd_column/ 2)-1, -1, -1)

# Percorre cada coluna na mesma linha
for coluna in list_range_left:
# Se o pixel for preto, calcula o grau de evidéncia
if matrix[linha,coluna] == True and \
verify_neighbor_from_binary_matrix(matrix, linha, coluna, index_last_line, index_last_column):
# Calcula o grau de evidéncia - Nimero da coluna = coluna + 1
evidencia = get_evidence_from_image(coluna + 1, index_last_column + 1)
# O looping é finalizado quando encontra-se o primeiro pixel preto
break
# Adiciona o grau de evidéncia a lista (diregdo: left)
internal_border[direcao].append(evidencia)
# Defini direcéo
direcao = 'right'
evidencia=0
for coluna in list_range_right:
# Se o pixel for preto e ndo possuir nenhum pixels vizinho preto, calcula o grau de evidéncia



if matrix[linha,coluna] == True and \
verify_neighbor_from_binary_matrix(matrix, linha, coluna, index_last_line, index_last_column):
# Calcula o grau de evidéncia - Nimero da coluna = coluna + 1
evidencia = get_evidence_from_image(coluna + 1, index_last_column + 1)
break
# Adiciona o grau de evidéncia a lista (diregao: right)
internal_border[direcao].append(evidencia)
# Percorre cada coluna
for coluna in range(qtd_column):
evidencia=0
direcao = 'top’
# Define o range para percorrer a matriz
list_range_top = range((qtd_line / 2), qtd_line)
list_range_bottom = range((qtd_line / 2)-1, -1, -1)
#Para cada linha
for linha in list_range_top:
# Se o pixel for preto e ndo possui um pixels preto vizinho, calcula o grau de evidéncia
if matrix[linha,coluna] == True and \
verify_neighbor_from_binary_matrix(matrix, linha, coluna, index_last_line, index_last_column):
# Calcula o grau de evidéncia - Nimero da linha = linha + 1
evidencia = get_evidence_from_image(linha + 1, qtd_line)
break
# Adiciona o grau de evidéncia a lista
internal_border[direcao].append(evidencia)
# Define a direcdo
direcao = 'bottom’
evidencia =0
for linha in list_range_bottom:
# Se o pixel for preto e ndo possuir um pixel preto vizinho, calcula o grau de evidéncia
if matrix[linha,coluna] == True and \
verify_neighbor_from_binary_matrix(matrix, linha, coluna, index_last_line, index_last_column):
# Calcula o grau de evidéncia - Nimero da coluna = coluna + 1
evidencia = get_evidence_from_image(linha + 1, qtd_line)
break
# Adiciona o grau de evidéncia a lista
internal_border[direcao].append(evidencia)

return internal_border
except:
print u'Erro ao tentar mapear o contorno interno da
imagem - utils/manage_image_mapping/get_internal_border_evidences_from_binary_matrix'
return HTTPNotFound(u'Erro ao tentar mapear o contorno interno da
imagem - utils/manage_image_mapping/get_internal_border_evidences_from_binary_matrix’)

def verify_neighbor_from_binary_matrix(matrix, index_line, index_column, index_last_line, index_last_column):
" Verifica se o pixel possui algum vizinho preto
:matrix: matriz transposta da matriz binaria da imagem (cada coluna da matriz corresponde a uma linha da imagem)
:index_column: indice da coluna do pixel
:index_line: indice da linha do pixel
:index_last_line: indice da ultima linha na matriz
:index_last_column: indice da Ultima coluna na matriz
try:
# Verifica se existe vizinhos na mesma linha da matriz (vizinhos da direita e esquerda)
if (index_column < index_last_column and matrix[index_line, index_column+1] == True) or \
(index_column > 0 and matrix[index_line, index_column-1] == True):
return True
# Verifica se existe vizinhos na proxima linha (vizinhos de baixo)
if index_line < index_last_line:
if matrix[index_line+1, index_column] == True or \
(index_column < index_last_column and matrix[index_line+1, index_column+1] == True) or \
(index_column > 0 and matrix[index_line+1, index_column-1] == True):
return True



# Verifica se existe vizinhos na linha anterior (vizinhos de cima)
if index_line > 0:
if matrix[index_line-1, index_column] == True or \
(index_column < index_last_column and matrix[index_line-1, index_column+1] == True) or \
(index_column > 0 and matrix[index_line-1, index_column-1] == True):
return True
# Retorna False se ndo houver vizinhos
return False
except:
print u'Erro ao verificar os vizinhos dos pixels -
utils/manage_image_mapping/verify_neighbor_from_binary matrix'
return HTTPNotFound(u'Erro ao verificar os vizinhos dos pixels -
utils/manage_image_mapping/verify_neighbor_from_binary matrix’)

# Calcula o grau de evidéncia do pixel
def get_evidence_from_image(index, total):
" Calcula o grau de evidéncia
total = quantidade de linhas ou colunas
indice = nimero da linha ou coluna onde o pixel preto foi encontrado
Para calcular o grau de evidéncia realiza-se uma regra de trés simples
total ------ 1
indice ------ evidencia
evidencia = indice / total
PS. * Multiplica-se o 'indice' por '1.0' para realizar operagdo com nlimeros reais
* Utiliza-se a fungdo 'round(x, 2)' para arredondar o valor obtido para niimeros reais de 2 casas decimais.
try:
index = 1. * index
evidence = round((index / total), 2)
return evidence
except:
print u'Erro ao calcular o grau de evidéncia - utils/manage_image_mapping/get_evidence_from_image'
return HTTPNotFound(u'Erro ao calcular o grau de evidéncia -
utils/manage_image_mapping/get_evidence_from_image')

def get_evidences_from_all_pixels_from_binary_matrix(matrix):
" Retorna uma lista de graus de evidéncia ordenados por colunas
:matrix: matriz binaria da imagem
try:
print u' Mapeando todos os pixels da matriz bindria =============='
# Pega a matrix transposta para pegar os pixels por ordem de columa
matrix = matrix.T
# Pega os indices da Gltima linha e da Gltima columa da matriz
index_last_line = len(matrix)-1
index_last_column = len(matrix[0])-1
# Cria uma lista para guardar os graus de evidéncia
list_evidences =]
# Percorre cada linha da matriz (corresponde a cada coluna da matriz original) e calcula o grau de evidéncia de cada pixel
(linha-a-linha da matriz original)
for index_line, line in enumerate(matrix):
evidencia =0
# Percorre cada coluna da matriz (corresponde a cada linha da matriz original)
for index_column, pixel in enumerate(line):
# Se o pixel for preto e houver vizinhos calcula e atribuiu um grau de evidéncia ao pixel
if pixel == True and \
verify_neighbor_from_binary_matrix(matrix, index_line, index_column, index_last_line, index_last_column):
# Calcula grau de evidéncia - Nimero da coluna = index_column + 1
#evidencia = get_evidence_from_image(index_column+1, index_last_column+1)
evidencia = get_evidence_from_image(index_line+1, index_last_line+1)
# Adiciona o grau de evidéncia na lista
list_evidences.append(evidencia)
return list_evidences




except:
print u'Erro ao mapear todos os pixels -

utils/manage_image_mapping/get_evidences_from_all_pixels_from_binary _matrix'

return HTTPNotFound(u'Erro ao mapear todos os pixels -

utils/manage_image_mapping/get_evidences_from_all_pixels_from_binary_matrix’)

def get_right_left_diagonal_evidence_degrees_from_binary_matrix(matrix):
" Retorna os graus de evidéncia da diagonal (direita/esquerda) considerando os cortes superior e inferior
:matrix: matriz binéria da imagem
Retorna um dicionario com os graus de evidéncia mapeados

try:

diagonal_right_left_border = {
‘upper_top": [1,
‘upper_botton": [],
"lower_top": [],
'lower_bottom": []

print u'============= Mapeando a diagonal (direita / esquerda) da matriz binaria ============"'
# Pega o indice da Ultima linha e da Gltima coluna da matrix

qgtd_line = len(matrix)

qtd_column = len(matrix[0])

# Cria um diciondrio vazio para os graus de evidéncia

diagonal_right_left_border = {

}

'upper_top": [1,
'upper_bottom": [],
"lower_top": [],
'lower_bottom": []

# Define o grau de evidéncia de um pixel

peso = 1./ (qtd_column * gtd_line)

# Define alguns parametros iniciais

type = 'upper' # define o tipo de grau de evidéncia extraido (diagonal_superior ou diagonal_inferior)
# Percorre as linhas (quantidade maxima de linhas = quantidade de colunas)

for linha_base in range(qtd_column):

# Define a coluna onde inicia-se a verificagao dos pixels
coluna_base = qtd_column - (linha_base + 1)
it upper_top ###
# Define o passo (topo = -1)
step_column = -1
step_line = -1
# Percorre os pixels na diagonal em busca de pixels preto da segunda coluna base - up
if coluna_base > 0:
evidence_degree = looking_for_diagonal_black_pixel_from_binary _matrix(matrix,
qtd_line, gtd_column, peso, (coluna_base - 1), linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "upper_top"
diagonal_right_left_border['upper_top'].append(evidence_degree)
else:
# Percorre 0s pixels na diagonal em busca de pixels preto da primeira coluna base - up
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qgtd_line, gtd_column, peso, coluna_base, linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "upper_top"
diagonal_right_left_border['upper_top'].append(evidence_degree)
#it# upper_bottom ###
# Define o passo (base = 1)
step_column =1
step_line=1
# Percorre os pixels na diagonal em busca de pixels preto da segunda coluna base - down
if coluna_base > 0:
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qgtd_line, qtd_column, peso, (coluna_base - 1), linha_hase, type, step_column, step_line)
# Grava o grau de evidéncia na lista "upper_bottom"
diagonal_right_left_border['upper_bottom'].append(evidence_degree)



else:
# Percorre os pixels na diagonal em busca de pixels preto da primeira coluna base - down
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qtd_line, gtd_column, peso, coluna_base, linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "upper_bottom"
diagonal_right_left_border['upper_bottom].append(evidence_degree)
# Define alguns parametros iniciais
type ='lower'  # define o tipo de grau de evidéncia extraido (diagonal_superior ou diagonal_inferior)
# Percorre as linhas (quantidade maxima linhas = quantidade de colunas) - corte na diagonal a partir da ultima linha
for linha_base in range((qtd_line-gtd_column), qtd_line):
# Define a coluna onde inicia-se a verificacdo dos pixels
coluna_base = gtd_line - (linha_base + 1)
#itt# lower_top ###
# Define o passo (topo = -1)
step_column = -1
step_line = -1
# Percorre os pixels na diagonal em busca de pixels preto da segunda coluna base - up
if coluna_base > 0:
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qtd_line, gtd_column, peso, (coluna_base - 1), linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "lower_top"
diagonal_right_left_border['lower_top'].append(evidence_degree)
else:
# Percorre os pixels na diagonal em busca de pixels preto da primeira coluna base - up
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qgtd_line, gtd_column, peso, coluna_base, linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "lower_top"
diagonal_right_left_border['lower_top'].append(evidence_degree)
#it lower_bottom ###
# Define o passo (base = 1)
step_column=1
step_line=1
# Percorre os pixels na diagonal em busca de pixels preto da segunda coluna base - down
if coluna_base > 0:
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qgtd_line, gtd_column, peso, (coluna_base - 1), linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "lower_bottom"
diagonal_right_left_border['lower_bottom'].append(evidence_degree)
else:
# Percorre 0s pixels na diagonal em busca de pixels preto da primeira coluna base - down
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qtd_line, gtd_column, peso, coluna_base, linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "lower_bottom"
diagonal_right_left_border['lower_bottom].append(evidence_degree)
return diagonal_right_left_border
except:
print u'Erro ao mapear a diagonal (direita/esquerda) -
utils/manage_image_mapping/get_right_left_diagonal_evidence_degrees_from_binary _matrix'
return HTTPNotFound(u'Erro ao mapear a diagonal (direita/esquerda) -
utils/manage_image_mapping/get_right_left_diagonal_evidence_degrees_from_binary_matrix’)

def get_left_right_diagonal_evidence_degrees_from_binary_matrix(matrix):
" Retorna os graus de evidéncia da diagonal (esquerda/direita) considerando os cortes superior e inferior
:matrix: matriz binéria da imagem

Retorna um dicionario com os graus de evidéncia mapeados
diagonal_left_right_border = {
‘upper_top": [1,
‘upper_bottom": [],
‘lower_top": [],
'lower_bottom": []



print u'============= Mapeando a diagonal (esquerda / direita) da matriz bindria ==============
# Pega o indice da Gltima linha e da dltima coluna da matrix
qtd_line = len(matrix)
qtd_column = len(matrix[0])
# Cria um diciondrio vazio para os graus de evidéncia
diagonal_left_right_border = {
'upper_top": 1,
‘upper_bottom": [],
"lower_top": [],
'lower_bottom": []
}
# Define o grau de evidéncia de um pixel
peso = 1./ (qtd_column * qtd_line)
# Define alguns pardmetros iniciais
type = 'upper’ # define o tipo de grau de evidéncia extraido (diagonal_superior ou diagonal_inferior)
# Percorre as linhas (quantidade maxima de linhas = quantidade de colunas)
for linha_base in range(qtd_column):
# Define a coluna onde inicia-se a verificacdo dos pixels
coluna_base = linha_base
#H##HE upper_top ###
# Define o passo (topo = -1)
step_column =1
step_line = -1
# Percorre o0s pixels na diagonal em busca de pixels preto da segunda coluna base - up
if coluna_base > 0:
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
gtd_line, gtd_column, peso, (coluna_base + 1), linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "upper_top"
diagonal_left_right_border['upper_top'].append(evidence_degree)
else:
# Percorre os pixels na diagonal em busca de pixels preto da primeira coluna base - up
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qtd_line, gtd_column, peso, coluna_base, linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "upper_top"
diagonal_left_right_border['upper_top'].append(evidence_degree)
#iH#H# upper_bottom ###
# Define o passo (base = 1)
step_column = -1
step_line=1
# Percorre os pixels na diagonal em busca de pixels preto da segunda coluna base - down
if coluna_base > 0:
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qgtd_line, qtd_column, peso, (coluna_base + 1), linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "upper_bottom"
diagonal_left_right_border['upper_bottom‘].append(evidence_degree)
else:
# Percorre 0s pixels na diagonal em busca de pixels preto da primeira coluna base - down
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qgtd_line, gtd_column, peso, coluna_base, linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "upper_bottom"
diagonal_left_right_border['upper_bottom'].append(evidence_degree)
# Define alguns pardmetros iniciais
type = 'lower’ # define o tipo de grau de evidéncia extraido (diagonal_superior ou diagonal_inferior)
# Percorre as linhas (quantidade maxima linhas = quantidade de colunas) - corte na diagonal a partir da Gltima linha
index_column_base = -1
for linha_base in range((qtd_line-qtd_column), gtd_line):
# Define a coluna onde inicia-se a verificacdo dos pixels
coluna_base = index_column_base = 1
#itt# lower_top ###
# Define o passo (topo = -1)
step_column =1
step_line = -1



# Percorre os pixels na diagonal em busca de pixels preto da segunda coluna base - up
if coluna_base > 0:
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qtd_line, gtd_column, peso, (coluna_base + 1), linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "lower_top"
diagonal_left_right_border['lower_top'].append(evidence_degree)
else:
# Percorre os pixels na diagonal em busca de pixels preto da primeira coluna base - up
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qgtd_line, gtd_column, peso, coluna_base, linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "lower_top"
diagonal_left_right_border['lower_top'].append(evidence_degree)
#it# lower_bottom ##
# Define o passo (base = 1)
step_column = -1
step_line=1
# Percorre os pixels na diagonal em busca de pixels preto da segunda coluna base - down
if coluna_base > 0:
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qtd_line, gtd_column, peso, (coluna_base + 1), linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "lower_bottom"
diagonal_left_right_border['lower_bottom].append(evidence_degree)
else:
# Percorre os pixels na diagonal em busca de pixels preto da primeira coluna base - down
evidence_degree = looking_for_diagonal_black_pixel_from_binary_matrix(matrix,
qgtd_line, gtd_column, peso, coluna_base, linha_base, type, step_column, step_line)
# Grava o grau de evidéncia na lista "lower_bottom"
diagonal_left_right_border['lower_bottom‘].append(evidence_degree)
return diagonal_left_right_border
except:
print u'Erro ao mapear a diagonal (esquerda/direita) -
utils/manage_image_mapping/get_left_right_diagonal_evidence_degrees_from_binary_matrix'
return HTTPNotFound(u'Erro ao mapear a diagonal (esquerda/direita) -
utils/manage_image_mapping/get_left_right_diagonal_evidence_degrees_from_binary_matrix’)

def looking_for_diagonal_black_pixel_from_binary_matrix(matrix, qtd_line, gtd_column, peso, coluna, linha, type, step_column,
step_line):
" Busca o primeiro pixel preto de uma linha vertical e,
Retorna um dicionario com as caracteristicas do grau de evidéncia
:matrix: matriz binéria
:gtd_line: quantidade de linhas
:gtd_column: quantidade de colunas
:peso: peso do pixel
:coluna: coluna base para procura do primeiro pixel preto na diagonal
:linha: linha base para procura do primeiro pixel preto na diagonal
:type: "upper" ou "lower" - diagonal superior ou diagonal inferior
:step: passo para percorrer as linhas/colunas da matrix (top = -1, bottom = 1)
Retorna o grau de evidéncia do pixel
try:
# Se a diagonal superior
if type == 'upper":
last_line = qtd_column
# Se for a diagonal inferior (type == 'lower")
else:
last_line = qtd_line
# Percorre o0s pixels na diagonal em busca de pixels preto da primeira coluna base
while 0 <= coluna < gtd_column and 0 <= linha < last_line:
# Verifica se o pixel é preto e se possui vizinhos
if matrix[linha,coluna] == True and \
verify_neighbor_from_binary_matrix(matrix, linha, coluna, qtd_line-1, gtd_column-1):
# Calcula o grau de evidéncia



evidence = (coluna + 1) * (linha + 1) * peso
return evidence
else:
coluna = coluna + step_column
linha = linha + step_line
evidence =0
return evidence
except:
print u'Erro ao calcular grau de evidéncia da diagonal (direita/esquerda) -
utils/manage_image_mapping/looking_for_diagonal_black_pixel_from_binary_matrix'
return HTTPNotFound(u'Erro ao calcular grau de evidéncia da diagonal (direita/esquerda) -
utils/manage_image_mapping/looking_for_diagonal_black_pixel_from_binary_matrix’)

manage image details.py

def get_image_details_by _histogram(image, caracteristics, image_name):
" Cria uma imagem no disco para cada histograma conforme caracteristicas selecionadas
:image: imagem codificada no dicionario "images"
:caracteristics: caracteristicas selecionadas
:image_name: nome da imagem

# Define o diretdrio para salvar as imagens dos histogramas
datadir_histogram =
‘\dewv\\fmusp\\fmusp_reconhecer\\fmusp_reconhecer\\static\\data\\lmagensPreTratadas\HISTOGRAM\\'

# Define as dimens@es da imagem inicial
altura =11
for type_histogram in caracteristics:
if not type_histogram in ['vertical_line_segments', 'horizontal_line_segments', 'top_bottom_peaks']:
# Pega o histograma no dicionario “images"
histogram = image['evidence_degrees][histogram'][type_histogram]
# Define a largura da imagem do histograma
largura = len(histogram)
# Cria uma nova imagem
picture = Image.new('1', (largura, altura), 255)
# Constroi a imagem do histograma
pixels = picture.load()
for mi in range(largura):
if histogram[mi] > 0:
pixels[mi, (10 * float(histogram[mi]))] = 0
# Redimensiona a imagem
picture = picture.resize((largura*6.5, altura*6.5), Image. ANTIALIAS)
# Define o complemento do path e salva a imagem no disco
path = '%s\\%s\\%s' % (datadir_histogram, type_histogram, image_name)
picture.save(path, quality=100)
return True

manage characteristics extraction.py

def get_sample_caracteristics_extraction(caracteristics, images):
Pega as caracteristicas solicitadas
caracteristics = ['vertical_line_segments', 'horizontal_line_segments',
‘all_pixels_histogram’, 'top_border_histogram’, \
‘external_histogram’, 'internal_histogram’,
‘diagonal_right_letf_histogram', ‘diagonal_letf_right_histogram’, \



‘color_image_histogram’, ‘color_column_histogram’',
‘pca_histogram’, ‘autovalues_pca_histogram']
Para cada imagem no dicionario 'images' faca:
Para cada caracteristica solicitada:
Extrair a caracteristica solicitada
Gravar no dicionario 'images' a caracteristica extraida
Retorna o dicionéario 'images'

print u'================ Extraindo caracteristicas das images '
#Para cada imagem no dicionario 'images' faca:
for image in images:
#iHHH# Para cada caracteristica solicitada, extrai as caracteristicas em graus de evidéncia #####
# Pega a matriz binaria da imagem
matrix = numpy.array(images[image]['binary_matrix])
#import pdb;pdb.set_trace()
images[image]['binary_matrix] =[]
if ‘'vertical_line_segments' in caracteristics or 'horizontal_line_segments' in caracteristics:
# Cria um diciondrio vazio para guardar a lista dos graus de evidéncia dos segmentos de reta identificados
images[image][‘evidence_degrees]['external_line_segments] = {}
# Identifica os segmentos de reta verticais
if 'vertical_line_segments' in caracteristics:
# Cria listas vazias para pegar os graus de evidéncia da borda externa da imagem
list_ge_left=1]
list_ge_right =[]
# Identifica os segmentos de reta do lado esquerdo
side = "left’
list_ge_left.extend(images[image]['evidence_degrees]['external_border'][side])
images[image]['evidence_degrees']['external_line_segments][side] =
get_extracted_line_segment(list_ge_left, side)
# Identifica os segmentos de reta do lado direito
side = 'right'
list_ge_right.extend(images[image][‘evidence_degrees]['external_border'][side])
images[image][‘evidence_degrees']['external_line_segments'][side] =
get_extracted_line_segment(list_ge_right, side)
# Identifica os segmentos de reta horizontais
if 'horizontal_line_segments' in caracteristics:
# Cria listas vazias para pegar os graus de evidéncia da borda externa da imagem
list_ge_top =]
list_ge_bottom =[]
# Identifica os segmentos de reta do lado esquerdo
side = 'top’
list_ge_top.extend(images[image][‘evidence_degrees]['external_border'][side])
images[image]['evidence_degrees’]['external_line_segments][side] =
get_extracted_line_segment(list_ge_top, side)
# Identifica os segmentos de reta do lado direito
side = 'bottom'
list_ge_bottom.extend(images[image][‘evidence_degrees']['external_border'][side])
images[image]['evidence_degrees']['external_line_segments’][side] =
get_extracted_line_segment(list_ge_bottom, side)
# Cria um histograma com os graus de evidéncia identificados no topo da imagem
if 'external_top_border_histogram' in caracteristics:
# Utilizar o campo images[image]['evidence_degrees']['external_border]['top’] como
# histograma para a caracteristica
images[image]['evidence_degrees']['histogram']['external_top_border_histogram] =
images[image]['evidence_degrees']['external_border]['top']
# Cria um histograma com os graus de evidéncia do contorno externo da imagem na seguinte sequéncia: lado esquerdo, base,
topo e lado direito
if 'external_histogram' in caracteristics:
# Extrai a caracteristica solicitada
# Agrupa as listas de graus de evidéncia das bordas internas
external_histogram =[]
for item in ('left’, 'bottom’, 'top’, 'right’):




external_histogram.extend(images[image]['evidence_degrees']['external_border][item])
# Grava o histograma das bordas internas no dicionario "images"
images[image]['evidence_degrees']['histogram']['external_histogram'] = external_histogram
# Cria um histograma com os graus de evidéncia do contorno interno da imagem na seguinte sequéncia: lado esquerdo, base,
topo e lado direito
if 'internal_histogram' in caracteristics:
# Extrai a caracteristica solicitada
# Agrupa as listas de graus de evidéncia das bordas internas
internal_histogram =[]
for item in ('left', 'bottom’, 'top', 'right’):
internal_histogram.extend(images[image][‘evidence_degrees']['internal_border][item])

# Deixa o item images[image][‘evidence_degrees']['internal_border’] do dicionario vazio
images[image]['evidence_degrees']['internal_border'] = {}
# Grava o histograma das bordas internas no dicionario "images"
images[image]['evidence_degrees']['histogram']['internal_histogram'] = internal_histogram
# Cria um histograma com os graus de evidéncia das diagonais (direita/esquerda) da imagem
# na seguinte sequéncia:
# diagonal superior (topo, base) e diagonal inferior (topo, base)
if 'diagonal_right_letf_histogram' in caracteristics:
# Extrai a caracteristica solicitada
# Agrupa as listas de graus de evidéncia das diagonais esquerda/direita superiores e inferiores
diagonal_right_letf_histogram =[]
for item in ('upper_top', 'upper_bottom’, 'lower_top', 'lower_bottom'):
diagonal_right_letf _histogram.extend(images[image]['evidence_degrees]['diagonal_right_left_border'][item])
# Deixa o item images[image][‘evidence_degrees']['diagonal_right_left_border'] do dicionario vazio
images[image]['evidence_degrees']['diagonal_right_left_border] =]
# Grava o histograma das diagonais esquerda/direita no dicionario "images"
images[image][‘evidence_degrees]['histogram‘]['diagonal_right_letf_histogram] =
diagonal_right_letf_histogram
# Cria um histograma com os graus de evidéncia das diagonais (esquerda/direita) da imagem na seguinte sequéncia:
# diagonal superior (topo, base) e diagonal inferior (topo, base)
if 'diagonal_letf_right_histogram' in caracteristics:
# Extrai a caracteristica solicitada
# Agrupa as listas de graus de evidéncia das diagonais esquerda/direita superiores e inferiores
diagonal_letf_right_histogram =[]
for item in ('upper_top', 'upper_bottom’, 'lower_top', 'lower_bottom'):
diagonal_letf_right_histogram.extend(images[image]['evidence_degrees]['diagonal_left_right_border][item])
# Deixa o item images[image]['evidence_degrees']['diagonal_left_right_border'] do dicionério vazio
images[image]['evidence_degrees']['diagonal_left_right_border] =]
# Grava o histograma das diagonais esquerda/direita no dicionario "images"
images[image][‘evidence_degrees]['histogram‘]['diagonal_letf_right_histogram’] =
diagonal_letf_right_histogram
# Cria um histograma dos graus de evidéncia das cores da matriz na seguinte
# sequéncia: % pixels preto, % pixels brancos
if ‘color_image_histogram' in caracteristics:
# Extrai a porcentagem de pixels pretos e brancos da matriz e adiciona no dicionario 'images'
color_image_histogram = get_color_image_histogram(matrix)
# Grava no dicionario 'images' a caracteristica extraida
# Ex. [% pixels pretos, % de pixels brancos]
images[image]['evidence_degrees']['histogram']['color_image_histogram'] = color_image_histogram
# Cria um histograma dos graus de evidéncia das cores de cada coluna da matriz ordenados por coluna
if ‘color_column_histogram' in caracteristics:
# Extrai a caracteristica solicitada
list_color_by_column = get_color_by_column_histogram(matrix)
# Grava no dicionario 'images' a caracteristica extraida
images[image]['evidence_degrees']['histogram']['color_column_histogram'] = list_color_by_column
# Se uma das caracteristicas ‘componentes principais' ou ‘autovalores dos componentes principais' forem solicitadas
if 'pca_histogram' in caracteristics or ‘autovalues_pca_histogram' in caracteristics:
# Obtém as caracteristicas dos componentes principais
pca_caracteristics = get_pca_caracteristics(matrix)
# Grava a matriz dos componentes principais no dicionario "images"
#images[image]['pca_matrix'] = pca_caracteristics['pca_matrix']



# Cria um histograma dos graus de evidéncia dos autovalores dos componentes
# principais da matriz binaria
images[image][‘evidence_degrees]['histogram‘]['autovalues_pca_histogram] =
pca_caracteristics['vectors']
# Cria um histograma dos graus de evidéncia das componentes principais da matriz binaria
if 'pca_histogram' in caracteristics:
# Grava o histograma dos graus de evidéncia das conjunto principais no dicionario
images[image]['evidence_degrees'][*histogram']['pca_histogram'] = pca_caracteristics['list_ge_pca’]
return images
except:
print U'Erro ao extrair caracteristicas das imagens -
utils/manage_caracteristics_extraction/get_sample_caracteristics_extraction'
return HTTPNotFound(u'Erro ao extrair caracteristicas das imagens -
utils/manage_caracteristics_extraction/get_sample_caracteristics_extraction")

def principalComponents(matrix):
" Calcula as componentes principais da matriz binaria da imagem
matrix: matriz binaria da imagem
Retorna os autovalores e os componentes principais da matriz
try:
# Columns of matrix correspond to data points, rows to dimensions.
deviationMatrix = (matrix.T - numpy.mean(matrix, axis=1)).T
covarianceMatrix = numpy.cov(deviationMatrix)
eigenvalues, principalComponents = numpy.linalg.eig(covarianceMatrix)
# sort the principal components in decreasing order of corresponding eigenvalue
indexList = numpy.argsort(-eigenvalues)
eigenvalues = eigenvalues[indexList]
principalComponents = principalComponents[:, indexList]
return eigenvalues, principalComponents
except:
print u'Erro ao calcular componentes principais -
utils/manage_caracteristics_extraction/principalComponents'
return HTTPNotFound(u'Erro solicitar pré-tratamento das imagens -
utils/manage_caracteristics_extraction/principal Components')

def get_pca_caracteristics(matrix):
" Retorna a um vetor com a lista de graus de evidéncia que representam
0s componente principais da matriz binaria da imagem
matrix: matriz binaria da imagem
try:
def get_ge_pca(max, min, value):
" Calcula o grau de evidéncia do componente principal
:max: valor méximo do intervalo
:min: valor minimo do intervalo
:value: valor a ser normalizado
Funcdo para calcular o valor = ((1. / (max-min)) * value) + ((1. / (max - min)) * (0 - min))
Retorna o valor normalizado entre o intervalo [0,1] definido como grau de evidéncia
# Calcula o intervalo entre 0s pontos maximo e minimo
distance = max - min
# Calcula o grau de evidéncia
ge = ((1. / distance) * value) + ((1. / distance) * (0 - min))
return ge.real
# Obtém os autovalores e os componentes principais da matriz
# Utiliza a matrix transposta para considerar as colunas como linhas no céalculo das componentes principais
ev, pca = principalComponents(matrix.T)
# Normaliza os autovalores em graus de evidéncia
ge_list_autovalues = [get_ge_pca(ev.max().real, ev.min().real, autovalue) for autovalue in ev]
# Pega os valores maximo e minimo da matrix



max = pca.max()
min = pca.min()
# Transforma o array em uma lista
list_pca = pca.tolist()
# Cria uma lista vazia para agrupar todas as linhas da matriz dos componentes principais
list_values =[]
# Cada linha corresponde a coluna da matriz original porque se trata da matriz transposta
# Agrupa as colunas da matriz
for line in list_pca:
list_values += line
# Transforma todos os valores em ndimeros reais
real_list_values = [get_ge_pca(max, min, value) for value in list_values]
# Retorna apenas a lista dos pca da matriz
pca_values = {
'pca_matrix': pca,
'list_ge_pca': real_list_values,
'vectors": ge_list_autovalues
}
return pca_values
except:
print u'Erro ao calcular transformar os componentes principais em graus de evidéncia -
utils/manage_caracteristics_extraction/get_pca_caracteristics'
return HTTPNotFound(u'Erro ao calcular transformar os componentes principais em graus de evidéncia -
utils/manage_caracteristics_extraction/get_pca_caracteristics'’)

def get_color_by column_histogram(matrix):
" Cria uma lista com o grau de evidéncia da porcentagem de pixels pretos de cada coluna
:matrix: matriz binaria
Retorna uma lista com os graus de evidéncia equivalentes a porcentagem de pixels pretos de cada coluna da matriz binéria da
imagem
try:
# Cria uma lista vazia
list_color_by_column =[]
# Calcula a matriz transposta da matriz para considerar as colunas da matriz
matrix = matrix.T
# Para cada linha da matriz transposta faga, (a linha da matriz transposta corresponde a
# coluna da matriz binaria)
for line in range(len(matrix)):
# Conta a quantidade de pixels pretos na coluna
qtd_black_pixels = numpy.sum(matrix[line])
# Calcula grau de evidéncia
evidence = qtd_black_pixels / (len(matrix[line]) * 1.)

# Adiciona a lista o grau de evidéncia correspondente a porcentagem de pixels pretos na coluna
list_color_by_column.append(evidence)
return list_color_by column
except:
print u'Erro ao criar histograma das cores das colunas da imagem -
utils/manage_caracteristics_extraction/get_color_by_column_histogram'
return HTTPNotFound(u'Erro ao criar histograma das cores das colunas da imagem -
utils/manage_caracteristics_extraction/get_color_by_column_histogram")

def get_color_image_histogram(matrix):
" Cria uma lista de graus de evidéncia que equivale a porcentagem de pixels pretos e brancos
na matriz na seguinte sequéncia: [% pixels pretos, % pixels brancos]
:matrix: matriz binéria
Retorna uma lista com os graus de evidéncia que equivale a porcentagem de pixels pretos e
brancos Ex. [% black, % white]

try:
# Calcula o total de pixels da matriz
total_pixels = matrix.size



# Calcula o total de pixels pretos da matriz

total_black_pixels = numpy.sum(matrix)

# Calcula o total de pixels brancos da matriz

total_white_pixels = total_pixels - total_black_pixels

# Calcula os graus de evidéncia referente as cores branco e preto

black = total_black_pixels / (total_pixels * 1.)

white = total_white_pixels / (total_pixels * 1.)

return [black, white]

except:

print u'Erro ao criar histograma das cores da matrix -
utils/manage_caracteristics_extraction/get_color_image_histogram'

return HTTPNotFound(u'Erro ao criar histograma das cores da matrix -
utils/manage_caracteristics_extraction/get_color_image_histogram’)

def get_extracted_line_segment(list_ge, side):
" Extrai os segmentos de reta de cada borda externa da imagem e
grava os graus de evidéncia de cada um deles no dicionario "images"
:image: uma imagem do diciondrio de imagens a ser reconhecida
:sides: bordas externas da imagem que devem ser extraidos os segmentos de reta
Retorna o dicionario "images" atualizado
try:
# Defini o valor do fator de tolerancia a contradicéo das unidades UCPC
ucpc_ftct = 0.15 #(bomp/ 02 -0.02)
# Para cada lado da imagem (side) identifica os segmentos de reta e grava os graus de
# evidéncia no dicionario “images"
" Lados esquerdo, direito, topo e base da imagem
# Define o valor do pardmetro direction
if side in ('left', 'top’):
# lados esquerdo e topo

direction =1

else:
# lados direito e base
direction =0

# Cria uma ULVH para identificar os segmentos de reta
ulvh = ULVH(list_ge, direction, ucpc_ftct)
# Pega o resultado da RNAP "ULVH"
# dicionario {'segments': segmentos de reta identificados, 'ge_segments'": lista de graus de
# evidéncia dos segmentos de reta identificados}
line_segment = ulvh.results()
return line_segment['ge_segments']
except:
print u'Erro identificar segmentos de reta - utils/manage_caracteristics_extraction/extract_line_segment
return HTTPNotFound(u'Erro identificar segmentos de reta -
utils/manage_caracteristics_extraction/extract_line_segment')

manage recognition.py

def get_recognition(caracteristics, images, pattern_datadir, pattern_filename_db):
" Esse mddulo tem por objetivo fazer os processamentos necessarios para comparar as
caracteristicas extraidas do caractere apresentado com as caracteristicas extraidas
dos caracteres padrdes.

try:

print u' Reconhecendo caracteristicas

# Obtém os graus de evidéncia dos padroes

pattern_images = manage_file.get_content_from_file(pattern_datadir, pattern_filename_db)
# Cria um dicionario para as caracteristicas reconhecidas do caractere
recognized_caracteristics = {}



# Para cada imagem do dicionario "images" compara as caracteristicas com os caracteres padrdo
for image in images:
# Cria um diciondrio vazio para a imagem no diciondrio "recognized_caracteristics"
recognized_caracteristics[image] = {}
# Cria um dicionario vazio para guardar as caracteristicas do caractere apresentado
ge_caractere = {
‘external_line_segments": {},
‘histogram': {3}
}
# Pega as caracteristicas do caractere (amostra)
images_external_line_segments = images[image]['evidence_degrees'].get(‘external_line_segments’)
# Pega os segmentos de reta identificados do caractere apresentado
if images_external_line_segments:
ge_caractere['external_line_segments'] = images_external_line_segments
# Pega cada histograma do caractere apresentado conforme caracteristicas selecionadas
for caracteristic in caracteristics:
# Cria uma lista vazia para cada caracteristica, exceto para
# 'top_bottom_peaks', 'vertical_line_segments' e 'horizontal_line_segments'
if not caracteristic in (‘top_bottom_peaks', ‘vertical_line_segments', 'horizontal_line_segments'):
ge_caractere[histogram‘][caracteristic] = []
# Se a caracteristica "top_bottom_peaks" estiver na lista “caracteristics" calcula os
# picos superiores e inferiores dos histogramas
if '‘top_bottom_peaks' in caracteristics:
caractere_peaks =
get_peaks_from_the_wave(images[image]['evidence_degrees']['histogram'][caracteristic])
ge_caractere['histogram‘][caracteristic].extend(caractere_peaks)
# Grava no dicionario "ge_caractere" cada histograma do caractere apresentado
else:
caractere_histogram = images[image][‘evidence_degrees]["histogram'][caracteristic]
ge_caractere['histogram'][caracteristic].extend(caractere_histogram)

# Faz o reconhecimento das caracteristicas de cada imagem e
# grava no diciondrio recognized_caracteristics
recognized_caracteristics[image] = get_recognition_from_pattern(image, pattern_images, caracteristics, ge_caractere)
return recognized_caracteristics
except:
print u'Erro ao reconhecer caracteristicas - utils/manage_recognition/get_recognition’
return HTTPNotFound(u'Erro ao reconhecer caracteristicas - utils/manage_recognition/get_recognition')

def get_recognition_from_pattern(image_name, pattern_images, caracteristics, ge_caractere):
"' Retorna o reconhecimento de cada caractere padrdo para um caractere apresentado
:ge_caractere: caracteristicas do caractere apresentado
Retorna o reconhecimento de cada caractere padrao
try:
# Cria um diciondrio vazio para guardar o reconhecimento de cada padrdo
image_recognized_caracteristics = {}
image_recognized_caracteristics['patterns] = {}
image_recognized_caracteristics['name'] = image_name.split('_")[0]
# Define o ftct para as caracteristicas 'vertical_line_segments' e 'horizontal_line_segments' conforme caractere
conf_ftct = {
'0": {'vertical': 0.20, 'horizontal': 0.20},
'1": {'vertical': 0.18, 'horizontal': 0.20},
‘2" {'vertical': 0.10, 'horizontal': 0.10},
‘3" {'vertical': 0.12, 'horizontal': 0.14},
‘4" {'vertical': 0.15, 'horizontal': 0.15},
'5": {'vertical': 0.20, 'horizontal': 0.17},
'6": {'vertical': 0.16, 'horizontal': 0.18},
7" {'vertical': 0.20, 'horizontal': 0.20},
‘8" {'vertical': 0.10, 'horizontal": 0.10},
'9"; {'vertical’: 0.18, 'horizontal': 0.14},
'10": {'vertical': 0.20, 'horizontal": 0.20},
'11": {'vertical': 0.20, 'horizontal": 0.20},



'12": {'vertical': 0.20, 'horizontal: 0.20}
}
# Compara as caracteristicas com cada caractere padrdo
for pattern in pattern_images:
# Cria um diciondrio vazio para guardar as caracteristicas do caractere padréo
ge_pattern = {
‘external_line_segments": {},
‘histogram': {}
}

# Pega as caracteristicas do caractere padrdo

pattern_external_line_segments = pattern_images[pattern][‘evidence_degrees'].get(‘external_line_segments')

# Pega os segmentos de reta identificados do caractere apresentado
if pattern_external_line_segments:
ge_pattern['external_line_segments'] = pattern_external_line_segments
# Pega cada histograma do caractere padrdo conforme caracteristicas selecionadas
for caracteristic in caracteristics:
# Cria uma lista vazia para cada caracteristica, exceto para
# 'top_bottom_peaks', 'vertical_line_segments' e 'horizontal_line_segments'
if not caracteristic in (‘top_bottom_peaks', ‘vertical_line_segments', 'horizontal_line_segments'):
ge_pattern[‘histogram][caracteristic] = []
# Se a caracteristica "top_bottom_peaks" estiver na lista "caracteristics" calcula
# os picos superiores e inferiores dos histogramas
if '‘top_bottom_peaks' in caracteristics:
pattern_peaks =
get_peaks_from_the_wave(pattern_images[pattern][‘evidence_degrees][histogram'][caracteristic])
ge_pattern[‘histogram'][caracteristic].extend(pattern_peaks)
# Grava no dicionario "ge_caractere" cada histograma do caractere padrdo
else:
pattern_histogram = pattern_images[pattern][‘evidence_degrees']['histogram’][caracteristic]
ge_pattern[‘histogram‘][caracteristic].extend(pattern_histogram)
# Cria uma rede UARCcmc7
selected_conf_ftct = conf_ftct.get(pattern_images[pattern]['name'])
uarccmc? = UARCcmc7(ge_pattern, ge_caractere, selected_conf_ftct, caracteristics)
# Obtém as caracteristicas reconhecidas
results = uarccmc?.results()
# Adiciona o resultado do reconhecimento ao dicionario “recognized_caracteristics"
image_recognized_caracteristics['patterns][pattern] = {}
image_recognized_caracteristics['patterns’][pattern]['caracteristics’] = results
return image_recognized_caracteristics
except:
print u'Erro ao reconhecer caracteristicas de um caractere -
utils/manage_recognition/get_recognition_from_pattern'
return HTTPNotFound(u'Erro ao reconhecer caracteristicas de um caractere -
utils/manage_recognition/get_recognition_from_pattern")

def get_peaks_from_the_wave(list_ge):
" Retorna um dicionario com os picos superiores e inferiores da lista normalizados em graus de evidéncia
:list_ge: lista de valores
try:
# Cria as listas vazias dos picos superiores e inferiores da lista apresentada
upper_peaks =]
lower_peaks =[]
# Cria variaveis de contagem do tamanho dos picos (superiores e inferiores) com valor 0
first_upper_peaks =0
last_upper_peaks =0
# Percorre a lista em busca de picos superiores
for item in range(len(list_ge)-1):
# Se o proximo item for maior do que o item atual e ndo existir valor em "first_upper_peaks"
# adiciona o item atual a "first_upper_peaks"
if list_ge[item+1] > list_ge[item]:
if not first_upper_peaks:
first_upper_peaks = list_ge[item]



# Se ndo, calcula a distancia entre o ponto inicial e final do pico e grava o valor na
# lista "upper_peaks"
else:
if first_upper_peaks:
last_upper_peaks = list_ge[item]
ge_value = last_upper_peaks - first_upper_peaks
upper_peaks.append(ge_value)
first_upper_peaks =0
last_upper_peaks =0
# Se existir valor em "first_upper_peaks", calcular o grau de evidéncia considerando
# o Ultimo valor da lista como "last_upper_peaks"
if first_upper_peaks:
last_upper_peaks = list_ge[-1]
ge_value = last_upper_peaks - first_upper_peaks
upper_peaks.append(ge_value)
# Cria variaveis de contagem do tamanho dos picos (superiores e inferiores) com valor 0
first_lower_peaks =0
last_lower_peaks =0
# Percorre a lista em busca de picos superiores
for item in range(len(list_ge)-1):
# Se o proximo item for menor do que o item atual e ndo existir valor em
# "first_lower_peaks" adiciona o item atual a "first_lower_peaks"
if list_ge[item+1] < list_ge[item]:
if not first_lower_peaks:
first_lower_peaks = list_ge[item]
# Se ndo, calcula a distancia entre o ponto inicial e final do pico e grava o valor na lista "lower_peaks"
else:
if first_lower_peaks:
last_lower_peaks = list_ge[item]
ge_value = first_lower_peaks - last_lower_peaks
lower_peaks.append(ge_value)
first_lower_peaks =0
last_lower_peaks =0
# Se existir valor em "first_upper_peaks", calcular o grau de evidéncia considerando
# o Ultimo valor da lista como "last_upper_peaks"
if first_lower_peaks:
last_lower_peaks = list_ge[-1]
ge_value = first_lower_peaks - last_lower_peaks
lower_peaks.append(ge_value)
top_bottom_peaks = upper_peaks + lower_peaks
return top_bottom_peaks
except:
print u'Erro identificar picos superiores e inferiores do histograma -
utils/manage_recognition/get_peaks_from_the_wave'
return HTTPNotFound(u'Erro identificar picos superiores e inferiores do histograma -
utils/manage_recognition/get_peaks_from_the_wave')

manage paraconsistent analysis.py

def get_paraconsistent_analysis(recognized_caracteristics):
" Faz a analise paraconsistente para cada imagem do dicionario "recognized_caracteristics
Cada imagem tera os seguintes dados
recognized_caracteristics[image] = {
‘name’: nome da imagem apresentada
'patterns”: {
pattern: {
‘caracteristics”: {},

}
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'paraconsistent_analysis": {

pattern: valor da analise paraconsistente
'recognized_caractere": {

‘recognized_pattern': nome do caractere padréo reconhecido,

‘evidence_degree': valor do grau de evidencia de reconhecimento do caractere padréo reconhecido,
'name’: nome do caractere reconhecido

+
'discarded_caractere": {
‘discarded_pattern': nome do caractere padrao discartado,

‘evidence_degree': valor do grau de evidencia de reconhecimento do caractere padréo descartado,
‘name’: nome do caractere discartado

+
'recognized_flag': Falso ou verdadeiro
}

Retorna um dicionario com:

:analysis: um dicionario com o grau de reconhecimento de cada caractere padréo
:caractere_reconhecido: caractere padrdo com maior grau de evidéncia
:caractere_excluido: caractere padrdo com menor grau de evidéncia

try:
# Percorre cada imagem do dicionario "recognized_caracteristics"
for image in recognized_caracteristics:
# Cria um diciondrio vazio para guardar o resultado da analise paraconsistente de cada caractere padrdo
recognized_caracteristics[image]['paraconsistent_analysis'] = {}
# Percorre cada caractere padrdo para fazer a analise paraconsistente das caracteristicas
for pattern in recognized_caracteristics[image]['patterns']:
# Cria uma lista vazia para os graus de evidéncia das caracteristicas reconhecidas
list_ge_recognized_caracteristics = []
# Faz a analise paraconsistente de cada image
if ‘'vertical_line_segments' and 'horizontal_line_segments' in
recognized_caracteristics[image]['patterns'][pattern][‘caracteristics']:
list_ge_recognized_caracteristics =
[recognized_caracteristics[image]['patterns][pattern]['caracteristics]['vertical_line_segments'],
recognized_caracteristics[image]['patterns'][pattern][‘caracteristics']['horizontal_line_segments]]
# Cria uma UAPParaExtr para os segmentos de reta verticais e horizontais
uapparaextr_line_segments = UAPParaExtr(list_ge_recognized_caracteristics)
# Obtém o resultado do algoritmo (analises paraconsistentes)
result_linhas = uapparaextr_line_segments.results()
# Grava apenas o resultado do algoritmo na 'list_ge_recognized_caracteristics'
# (apaga os valores anteriores da lista)
list_ge_recognized_caracteristics = [result_linhas]
# Adiciona os grau de evidéncia das caracteristicas reconhecidas listadas na lista 'caracteristics' com excecéao das
# caracteristicas 'vertical_line_segments' e 'horizontal_line_segments'
for caracteristic in recognized_caracteristics[image]['patterns’][pattern]['caracteristics]:
if not caracteristic in ['vertical_line_segments', 'horizontal_line_segments']:
list_ge_recognized_caracteristics.append(recognized_caracteristics[image]['patterns’][pattern]['caracteristics’][caracteristic])
# Cria outra UAPParaExtr para fazer a analise paraconsistente de todas as caracteristicas
analysis_uapparaext = UAPParaExtr(list_ge_recognized_caracteristics)
# Obtém o resultado do algoritmo (analises paraconsistentes)
results = analysis_uapparaext.results()

# Grava no dicionario "recognized_caracteristics" o resultado da andlise paraconsistente
recognized_caracteristics[image]['paraconsistent_analysis'][pattern]= results
# Pega o caracter padrdo reconhecido e discartado
recognized_caracteristics[image]['recognized_caractere’] = {
‘recognized_pattern': max(recognized_caracteristics[image]['paraconsistent_analysis'].iteritems(),
key=operator.itemgetter(1))[0]
}

recognized_caracteristics[image]['recognized_caractere’]['evidence_degree'] =

recognized_caracteristics[image]['paraconsistent_analysis'][recognized_caracteristics[image]['recognized_caractere']['rec
ognized_pattern]]

recognized_caracteristics[image]['recognized_caractere’]['name’] =



recognized_caracteristics[image]['recognized_caractere']['recognized_pattern‘].split('_")[0]
# Pega o caracter padrdo reconhecido e discartado
recognized_caracteristics[image]['discarded_caractere] = {
‘discarded_pattern': min(recognized_caracteristics[image]['paraconsistent_analysis'].iteritems(),
key=operator.itemgetter(1))[0]
}
recognized_caracteristics[image]['discarded_caractere’]['evidence_degree'] =
recognized_caracteristics[image]['paraconsistent_analysis‘][recognized_caracteristics[image]['discarded_caractere']['disc
arded_pattern]]
recognized_caracteristics[image]['discarded_caractere’]['name'] =
recognized_caracteristics[image]['discarded_caractere]['discarded_pattern‘].split('_")[0]

# Verifica se o caractere apresentado foi reconhecido corretamente
if recognized_caracteristics[image]['name’] ==
recognized_caracteristics[image]['recognized_caractere’]['name’] and \
recognized_caracteristics[image]['discarded_caractere']['discarded_pattern] !=
recognized_caracteristics[image]['recognized_caractere']['recognized_pattern]:
recognized_caracteristics[image]['recognized_flag'] = True
else:
recognized_caracteristics[image]['recognized_flag] = False
# Retorna o dicionario "recognized_caracteristics" atualizado
return recognized_caracteristics
except:
print u'Erro ao fazer anélise paraconsistente -
utils/manage_paraconsistente_analysis/get_paraconsistent_analysis'
return HTTPNotFound(u'Erro ao fazer anélise paraconsistente -
utils/manage_paraconsistente_analysis/get_paraconsistene_analysis')

Diretério view

Image.py

def view_images(request):
caractere_type = request.matchdict.get('type’)
if 'pattern’ in caractere_type:
folder = 'PATTERN'
pattern_type = caractere_type.split(‘pattern_")[1]
# Ex. 'CMCT7\\
complement_dir = '%s\\%s\\' % (folder, pattern_type)
page_name = u'%s - %s' % (folder, pattern_type)
page_view = 'create_pattern_file'
link_name = u'Codificar com os filtros '
else:
folder = 'SAMPLE'
selected_item = request.matchdict.get(‘item’)
# Ex. 'CMCT7\\0\\
complement_dir = '%s\\%s\\%s\\' % (folder, caractere_type, selected_item)
page_name = u'%s - Caractere %s' % (caractere_type, selected_item)
page_view = 'recognize_sample’'
link_name = u'Reconhecer Caracteres com os filtros '
navigation = {
‘current': {
‘caractere_type': caractere_type,
'name'"; u'Lista de Caracteres - %s' % page_name,
'view': page_view,
"link": link_name



datadir = request.registry.settings['fmusp_reconhecer.datadir'] + complement_dir
list_characters = os.listdir(os.path.expanduser(datadir))
return {

‘folder": folder,

‘complement_dir": complement_dir,

'list_characters': list_characters,

‘navigation': navigation

}

def recognize_sample(request):
" Apresenta os caracteres reconhecidos
navigation = {
‘current': {
'name’: u'Caracteres Reconhecidos',
'view": "
}
}

caractere_type = request.matchdict.get('type’)
selected_item = request.matchdict.get('item’)
save_sample_in_file = True
# Define filtros conforme selecionado pelo usuério
filters = {3}
index_filter = -1
if request.POST.get('medianfilter’):

index_filter = index_filter + 1

filters[index_filter] = request.POST.get('medianfilter’)
if request.POST.get('modefilter'):

index_filter = index_filter + 1

filters[index_filter] = request.POST.get('modefilter’)
# Adiciona o filtro de binarizagao da imagem (obrigatorio)
index_filter = index_filter + 1
filters[index_filter] = ‘binaryfilter'
if request.POST.get('minfilter’):

index_filter = index_filter + 1

filters[index_filter] = request.POST.get('minfilter’)
# Adiciona o filtro para recorte dos pontos maximos e minimos da imagem (obrigatorio)
index_filter = index_filter + 1
filters[index_filter] = ‘trimfilter'
caracteristics =[]
for item in request.POST:

if ‘caracteristic_" in item:

caracteristics.append(item.split(‘caracteristic_")[1])

if request.POST.get(‘sample’):

# Define o tipo da amostra como 'diretorio’

type = ‘folder’
filename = None
else:

for item in request.POST:
if ‘buttom’ in item:
# Define o tipo da amostra como 'arquivo'
type = ‘file'
filename = item.split(‘buttom_")[1]
break
# Define path do diret6rio da amostra
datadir = request.registry.settings['fmusp_reconhecer.datadir']
datadir_complement = 'SAMPLE\%s\\%s\\' % (caractere_type, selected_item)
#i##H Faz o pre-tratamento das imagens ####Ht
images = manage_image_treatment.get_treatment(filters, datadir, datadir_complement, type, filename=filename)
it Mapeamento das imagens em graus de evidéncia #####
images = manage_image_mapping.get_sample_mapping(caracteristics, images)
#it##H Extrai as caracteristicas das imagens ##HH
images = manage_caracteristics_extraction.get_sample_caracteristics_extraction(caracteristics, images)



it Pega as caracteristicas dos caracteres padrao #t
# Define path do arquivo dos caracteres padréo
datadir_db = request.registry.settings['fmusp_reconhecer.datadir_db'] + PATTERN\'
# Define o filename dos caracteres padrao conforme filtros selecionados
pattern_filename_complement = filters[0]
for index_filter in range(1, len(filters)):
pattern_filename_complement = '%s_%s' % (pattern_filename_complement, filters[index_filter])
# Define o path do arquivo dos caracteres padrdo
if 'HandwrittenNumeric' in caractere_type:
# Define path do diretério dos caracteres padrdo e 0 nome do arquivo dos caracteres padrao
pattern_datadir = '%s%s\\' % (datadir_db, 'HandwrittenNumeric')
pattern_filename_db = '%s_%s' % (‘HandwrittenNumeric', pattern_filename_complement)
else:
# Define path do diretério dos caracteres padrdo e o0 nome do arquivo dos caracteres padrao
pattern_datadir = '%s%s\\' % (datadir_db, caractere_type)
pattern_filename_db = '%s_%s' % (caractere_type, pattern_filename_complement)
# Pega no arquivo o diciondrio de caracteristicas dos caracteres padréo
pattern_images = manage_file.get_content_from_file(pattern_datadir, pattern_filename_db)
it Compara as caracteristicas com os caracteres padréo - reconhecimento #####
recognized_caracteristics = manage_recognition.get_recognition(caracteristics, images, pattern_datadir, pattern_filename_db)
it Faz a analise paraconsistente do reconhecimento #####
recognized_caracteristics = manage_paraconsistent_analysis.get_paraconsistent_analysis(recognized_caracteristics)

#it### Grava o dicionario de caracteristicas das imagens no arquivo ####
if save_sample_in_file is True:
# Define 0 nome do arquivo do banco de dados
filename_db = caractere_type
if type !="folder"
filename_db = '%s_%s' % (selected_item, filename.split(".jpg")[0])
filename_db = '%s_%s_%s' % (selected_item, filename_db, pattern_filename_complement)
# Grava o dicionéario no arquivo
datadir_db = request.registry.settings[ fmusp_reconhecer.datadir_db"] + 'RESULTS\\
save_file = manage_file.save_dict_in_file(datadir_db, filename_db, recognized_caracteristics)
# Define o complemento dos diretérios para mostrar as imagens na tela
complement_dir = {}
complement_dir['original'] = 'SAMPLE/%s/%s' % (caractere_type, selected_item)
complement_dir['cut] = TREATMENT/CUT'
if 'HandwrittenNumeric' in caractere_type:
complement_dir['pattern’] = 'PATTERN/HandwrittenNumeric'
else:
complement_dir['pattern’] = 'PATTERN/%s' % caractere_type
msg = 'Caracteres analisados pelo sistema: *
ittt Calcula especificidade e sensibilidade ####H
acuracia = (VP + VN) / (VP + FP + FN +VN)
sensibilidade = VP / (VP+FN)
especificidade = VN / (VN+FP)
Eficiéncia = (SENS + ESPEC) / 2
onde,
vp = Verdadeiro Positivo, vn = Verdadeiro Negativo
fp = Falso Positivo, fn = Falso Negativo
dict_sens_spec = {}
# Verifica se a amostra selecionada é 'ALL"
if selected_item =="ALL":
# Para cada tipo de caractere
if caractere_type == 'CMCT7".
defined_range = range(13)
#defined_range = range(10)
elif caractere_type in (‘ArialAlfabetico’, ‘TimesNewsRomanAlfabetico', 'HanwrittenAlfabetico'):
digit_alpha = ['AA'BB','CC',DD','EE','FF','GG','HH","II','JJ''KK",'LL',MM','NN','O0','PP",
'QQ''RR''SS,'TT'UU'VV'YY' 'XX''WW','ZZ''a','b','c','d",'e",'f','g",'h","T",
KT mY o' e g s UV Y X W2



defined_range = range(52)
else:
defined_range = range(10)
for digit in defined_range:
if caractere_type in (‘Arial Alfabetico’, 'TimesNewsRomanAlfabetico', 'HanwrittenAlfabetico’):
digit = digit_alpha[digit]
dict_sens_spec[digit] = {}
# Cria variaveis "verdadeiro-positivo", "verdadeiro-negativo", "falso-positivo" e
# "falso_negativo" com valores igual a zero
dict_sens_spec[digit]['vp] =0
dict_sens_spec[digit]['vn] =0
dict_sens_spec[digit]['fp'] =0
dict_sens_spec[digit]['fn'] =0

# Para cada imagem no dicionario "images" calcula o vp, vn, fp e fn
for image in recognized_caracteristics:
# Calcula vp
if recognized_caracteristics[image]['recognized_caractere']['name’] == str(digit) and
recognized_caracteristics[image]['name'] == str(digit):
# caractere apresentado = 1 e caractere reconhecido = 1
dict_sens_spec[digit]['vp’] = dict_sens_spec[digit]['vp] + 1
# Calcula vn
#elif recognized_caracteristics[image]['recognized_caractere']['name] == str(digit) and
recognized_caracteristics[image]['name'] != str(digit):
elif recognized_caracteristics[image]['recognized_caractere']['name'] != str(digit) and
recognized_caracteristics[image]['name'] != str(digit):
# caractere apresentado = 1 e caractere reconhecido = 1
dict_sens_spec[digit]['vn'] = dict_sens_spec[digit]['vn] + 1
# Calcula fp
#elif recognized_caracteristics[image]['recognized_caractere’]['name’] != str(digit) and
recognized_caracteristics[image]['name'] != str(digit):
elif recognized_caracteristics[image]['recognized_caractere]['name’] == str(digit) and
recognized_caracteristics[image]['name'] != str(digit):
# caractere apresentado = 1 e caractere reconhecido = 1
dict_sens_spec[digit]['fp'] = dict_sens_spec[digit]['fp] + 1
# Calcula fn
#elif recognized_caracteristics[image]['recognized_caractere’]['name’] != str(digit) and
recognized_caracteristics[image]['name'] == str(digit):
elif recognized_caracteristics[image]['recognized_caractere']['name'] != str(digit) and
recognized_caracteristics[image]['name'] == str(digit):
# caractere apresentado = 1 e caractere reconhecido = 1
dict_sens_spec[digit]['fn"] = dict_sens_spec[digit]['fn] + 1
dict_sens_spec[digit]['sensibility'] =
dict_sens_spec[digit]['vp’] * 1. / (dict_sens_spec[digit]['vp'] + dict_sens_spec[digit]['fn])
dict_sens_spec[digit]['specificity'] =
dict_sens_spec[digit]['vn'] * 1. / (dict_sens_spec[digit]['vn'] + dict_sens_spec[digit]['fp])
dict_sens_spec[digit][‘efficiency'] =
(dict_sens_spec[digit]['sensibility'] + dict_sens_spec[digit]['specificity']) / 2
# acuracia= (VP + VN) / (VP + FP + FN +VN)
dict_sens_spec[digit]['accuracy'] =
(dict_sens_spec[digit]['vp] + dict_sens_spec[digit]['vn']) * 1./
(dict_sens_spec[digit]['vp] + dict_sens_spec[digit]['fp] +
dict_sens_spec[digit]['fn"] + dict_sens_spec[digit]['vn'])
# Calcula a quantidade de caracteres reconhecidos
total_recognized_characteres = 0
for image in recognized_caracteristics:
#import pdb;pdb.set_trace()
#print recognized_caracteristics[image]['recognized_flag']
if recognized_caracteristics[image][‘'recognized_flag] == True:
total_recognized_characteres += 1
# Se a amostra tiver mais do que 1 elemento
if len(recognized_caracteristics) > 1:
details = False



image_name ="
else:

image_name = images.keys()[0]

# Cria a imagem dos histogramas no disco conforme caracteristicas selecionadas

details = manage_image_details.get_image_details_by_histogram(images[image_name], caracteristics, image_name)
return {

‘navigation': navigation,

'list_images": images,

‘recognized_caracteristics': recognized_caracteristics,

‘total_recognized_characteres': total_recognized_characteres,

‘complement_dir": complement_dir,

‘dict_sens_spec": dict_sens_spec,

‘details": details,

'image_name": image_name,

‘caracteristics': caracteristics,

'msg’: msg

}

def create_pattern_file(request):
" Cria 0 arquivo com as caracteristicas dos caracteres padroes
navigation = {
‘current': {
'name': u'Caracteres Padrdes’,
'view": "
}

}
# Pega o tipo do caractere Ex. CMC7

caractere_type = request.matchdict.get('type’)
# Define as caracteristica a serem extraidas
caracteristics = ['vertical_line_segments', 'horizontal_line_segments', \
‘all_pixels_histogram', ‘external_top_border_histogram’, \
‘external_histogram’, 'internal_histogram’, \
‘diagonal_right_letf_histogram', ‘diagonal_letf_right_histogram’, \
‘color_image_histogram', ‘color_column_histogram’, \
‘pca_histogram’, ‘autovalues_pca_histogram']
#i##H# Define filtros conforme selecionado pelo usuario ##HH#H
filters = {}
index_filter = -1
if request.POST.get('medianfilter’):
index_filter = index_filter + 1
filters[index_filter] = request.POST.get('medianfilter’)
if request.POST.get('modefilter’):
index_filter = index_filter + 1
filters[index_filter] = request.POST.get('modefilter’)
# Adiciona o filtro de binarizagao da imagem (obrigatorio)
index_filter = index_filter + 1
filters[index_filter] = ‘binaryfilter'
if request.POST.get('minfilter’):
index_filter = index_filter + 1
filters[index_filter] = request.POST.get('minfilter’)
# Adiciona o filtro para recorte dos pontos maximos e minimos da imagem (obrigatorio)
index_filter = index_filter + 1
filters[index_filter] = ‘trimfilter'

ittt Define path do diretorio ##H###

datadir = request.registry.settings['fmusp_reconhecer.datadir']

datadir_complement = 'PATTERN\\%s\\' % caractere_type.split(‘pattern_")[1]

type = ‘folder'

#it##H Pre-tratamento das imagens ###t#

images = manage_image_treatment.get_treatment(filters, datadir, datadir_complement, type, filename=None)
#i#H#H Mapeamento das imagens em graus de evidéncia ###HH

images = manage_image_mapping.get_sample_mapping(caracteristics, images)



it Extrai as caracteristicas das imagens #t#
images = manage_caracteristics_extraction.get_sample_caracteristics_extraction(caracteristics, images)
it Grava o dicionario de caracteristicas das imagens no arquivo ###
# Define o nome do arquivo do banco de dados
filename_db = caractere_type.split(‘pattern_")[1]
for index_filter in range(len(filters)):
filename_db = '%s_%s' % (filename_db, filters[index_filter])
# Grava o dicionario no arquivo
datadir_db = request.registry.settings['fmusp_reconhecer.datadir_db'] + datadir_complement
save_file = manage_file.save_dict_in_file(datadir_db, filename_db, images)
msg = u'Caracteres Padrfes armazenados em arquivo: '
return {
filters": filters,
‘datadir’: datadir,
'list_images'": images,
'msg’: msg,
‘navigation: navigation

}

def process_pattern(request):
" Lista de caracteres padroes
Exibe a lista de caracteres padrdes processados
navigation = {
‘current’: {
'name': u'Lista de Caracteres Padroes',
'view': 'imagem_pattern’
}
}
manage_pattern.get_pattern_evidences(True)
datadir = request.registry.settings[‘fmusp_reconhecer.datadir] + 'PATTERN'
list_images = os.listdir(os.path.expanduser(datadir))
# Define os registros da listagem (banco de dados ou no diretério)
registros = list_images
if request.method !='POST"
return {
'image_path": 'C:\\%s\\' % datadir ,
'registros':  registros,
'navigation': navigation

}



