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Resumo

LARA, A. C. Descritor de bordas e quantizagao espacial flexivel aplicados a categorizagao
de objetos. 2013. 131 f. Tese (Doutorado) - Instituto de Matematica e Estatistica, Universidade
de Sao Paulo, Sao Paulo, 2013.

A area de reconhecimento de objetos tem assistido a um impressionante progresso na tultima
década. O estudo de descritores, aliado & estratégias de amostragem usando quantizagoes espaciais
e a combinacao de classificadores tém permeado o estado da arte nos tltimos anos. Neste trabalho
é proposta uma nova quantizagao espacial com ntmero arbitrario de niveis e subdivisoes arbitrarias
de regioes. Regioes adjacentes possuem sobreposi¢ao gerando redundéncia na representagao destas
regioes de fronteiras e, assim, evitando as quebras que acontecem nas pirdmides espaciais tradicionais
que prejudicam a interpretagao das formas. Apesar de melhorar o desempenho da abordagem do
saco de palavras, as pirAmides espaciais nao sao robustas a variacoes na orientacao dos objetos na
imagem. Foi também proposto neste trabalho, uma divisao espacial utilizando regides circulares
concéntricas que aumentam a robustez a rota¢ao dos objetos na imagem em aproximadamente 80%
quando comparada as piramides espaciais.

Além das novas divisoes espaciais, é proposto neste trabalho um novo descritor baseado na
aplicacao de granulometria morfolégica no mapa de bordas da imagem original. Este descritor foi
utilizado na criacao de modelos de classes em aplicagoes de categorizacao de objetos utilizando
uma base de dados piblica com resultados superiores aos do melhor descritor baseado em bordas
reportado pela literatura.

Todas estas novas técnicas propostas foram utilizadas em um problema desafiador de catego-
rizacao de objetos de classes muito parecidas. Foi utilizado um subconjunto da base de péssaros
Caltech-UCSD Birds-200 2011 com resultados comparaveis aos melhores resultados reportados pela
literatura. A abordagem proposta cria uma classificacao de dois niveis e utiliza modelos especificos
por classe o que é intuitivo, pois cada espécie de passaro possui caracteristicas muito sutis que as
diferenciam das demais espécies testadas. Varios descritores sao utilizados na criagao dos modelos
de classes e uma combinagao de classificadores gera a rotulagdo final para a amostra. O descritor
proposto neste trabalho esteve presente no melhor modelo de 11 das 13 classes testadas e o resultado
final obtido pela técnica de categorizacao proposta é o melhor resultado utilizando a abordagem do

saco de palavras.

Palavras-chave: granulometria, quantizagao espacial, categorizacao de objetos.
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Abstract

LARA, A. C. Edge-based descriptor and flexible spatial quantization applied to object
categorization 2013. 131 f. Tese (Doutorado) - Instituto de Matematica e Estatistica, Universi-
dade de Sao Paulo, Sao Paulo, 2013.

The object recognition area has experienced an impressive progress in the last decade. The study
of descriptors, together with a sampling strategy using spatial quantization and the combination of
classifiers have been presented in the state of art in recent years. This work proposes a new spatial
quantizations with an arbitrary number of levels and divisions in each level. Adjacent regions have
overlapping areas that generate redundant representation and avoid breakages in the structures
that are in their border regions as it happens in the traditional spatial pyramids and impairs the
correct interpretation of these structures. Despite spatial pyramids to improve the performance of
the bag-of-words approach in object recognition, they are not robust to changes in object orientation
in the image. It was also proposed, in this work, a spatial division using concentric circular regions
that is almost 80% more robust to rotation of objects when compared to the spatial pyramids using
rectangular divisions.

In addition to the new spatial division of the image, it is proposed a new granulometric-based
descriptor that it is applied to the map of edges of the original image. This descriptor was used
in the building of category’s models for object categorization in a public database and showed a
better performance than the most used edge-based descriptor reported in literature.

All these new proposed techniques were used in a challenge problem of object categorization of
very similar classes. It was used a subset of the public database Caltech-UCSD Birds-200 2011 and
the method obtained results compared to the best results reported in the literature. The proposed
approach uses a 2-level classification and builds class-specific models that are an intuitive way to
model the species of birds as very subtle characteristics differ in each tested class of birds. Many
descriptors are used in the building of models of species and a combination of classifiers generates
the final label for a tested sample. The descriptor proposed here were presented in 11 of 13 best
models of birds’ classes. The final result obtained by the proposed object categorization method is

the best one using the bag-of-words approach.

Keywords: granulometry, spatial quantization, object categorization.
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Capitulo 1

Introducao

Reconhecimento de objetos é uma area da Visao Computacional (VC) que estuda problemas
como a deteccao de objetos de uma determinada classe em uma imagem ou sequéncia de video
ou, ainda, a rotulacao da imagem de um objeto como pertencente a uma classe de objetos dentre
um conjunto de classes conhecidas. EE uma é&rea bastante ativa de pesquisa em VC [Trel0]. De
todos os problemas em VC, é também um dos mais complexos. Mesmo os algoritmos no estado
da arte nao conseguem reconhecer todos os objetos presentes, em todos os tipos de cena e em
todas as condigOes possiveis. Os objetos podem estar presentes nas cenas em diferentes poses,
escalas, tamanhos, em diferentes posi¢oes na imagem, em rotagoes diversas ou oclusos parcialmente.
Alteragoes na iluminagao afetam a aparéncia dos objetos. Enfim, sdo intimeras as situacoes que
influenciam o aspecto dos objetos produzindo uma enorme variabilidade em suas aparéncias e
dificultando a tarefa de identifica-los [Szell].

Existe uma grande variedade de aplicagoes reais que utilizam técnicas de reconhecimento de
objetos. Pode-se citar como exemplos |Trel0]:

e Medicao: algumas vezes, num ambiente industrial, é necessario medir a posicao precisa de
um objeto em relagao a outros com diversos intuitos como o de transportar, processar, agarrar
através de um braco mecénico, entre outras atividades.

e Inspecao: algoritmos de reconhecimento de objetos podem ser utilizados para inspecao visual
com o intuito de controle de qualidade identificando anomalias de pecas em uma esteira de
montagem, por exemplo.

e Ordenacgao: pegas recém-produzidas podem ser classificadas de acordo com seu tamanho
através de um algoritmo de reconhecimento de objetos.

e Contagem: a contagem de pecas, pessoas, animais, objetos pode ser efetuada automatica-
mente através de uma aplicacao de VC.

e Detecgao: a identificacao da presenca, em uma cena, de um objeto conhecido.

e Categorizacao: a classificacao de um objeto presente em uma imagem como pertencente a
uma categoria de objetos conhecidos.

e Recuperagao de imagens: uma imagem é dada como exemplo e um conjunto de imagens
com caracteristicas semelhantes é retornado.

Diferentes tipos de algoritmos sao utilizados para resolver diferentes tipos de aplicagbes de
reconhecimento de objetos. Os principais tipos de algoritmos da area de reconhecimento de objetos
sao [Szell]:

e Deteccao de objetos: o algoritmo possui uma fase de treinamento quando um conjunto de
imagens da categoria do objeto em questao é utilizado para criar um modelo desta categoria.
Durante a fase de teste, a cada imagem, o algoritmo retorna a probabilidade de um objeto desta
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categoria estar ou nao presente. Exemplo deste tipo de algoritmo é a deteccao de faces, comum,
ultimamente, em cameras digitais pessoais [YAKO0O|. Este ¢ um problema de classifica¢ao
binéaria.

e Deteccao de instancias: consiste em localizar em uma imagem a instancia de um objeto
previamente conhecido. As imagens geralmente apresentam um fundo confuso ou os objetos
apresentam-se parcialmente oclusos. Os algoritmos retornam, em sua maioria, a localizagao
mais provavel da instancia do objeto buscado e também a estimativa de pose do objeto.
|[LF06] mostra um exemplo de algoritmo deste tipo. Algoritmos de reconhecimento de faces
podem ser vistos como um caso especial de detec¢ao de instancias [LJ11]. Este também é
um problema de classificagao binaria visto que é criado um modelo da instancia do objeto
buscado e este modelo é utilizado nas imagens de teste para verificar a presenga ou nao da
instancia.

e Localizagao de objetos: este é um passo além da deteccao de objetos. O algoritmo retorna,
além da probabilidade da presenca do objeto na imagem de teste, a possivel localizagao deste
objeto naquela imagem. O desafio VOC Pascal possui como um dos problemas da competicao,
a localizagao de objetos [EGWT10].

e Categorizacao de objetos: é uma simplificagao do problema mais geral de identificar todos
os objetos presentes em uma imagem. E um problema em um mundo fechado. A categorizacao
trata de objetos pertencentes a apenas um conjunto conhecido de categorias e, geralmente, as
imagens de treinamento e teste possuem apenas um tnico objeto. O algoritmo recebe como
entrada um conjunto de imagens para treinamento com um numero finito de rétulos e um
modelo é criado para cada categoria. O algoritmo retorna para uma imagem de teste uma
lista de categorias e as probabilidades da imagem conter um objeto das categorias listadas.
[CDF*04] propoe uma abordagem para solucionar este tipo de problema, que é um problema
de classificagdo multiclasses. Sao criados modelos para cada uma das categorias testados no
algoritmo. A categorizacdo pode ser implementada combinando N algoritmos de detecgao de
objetos, onde IV é o tamanho do conjunto de categorias.

e Identificacao de cenas: o contexto de um objeto tem um papel fundamental na sua iden-
tificacdo. Algoritmos de identificagdo de cena focam em identificar em qual cena o objeto
estd e isto podera ser utilizado posteriormente como mais um elemento na identificacao do
objeto unindo-se as caracteristicas como formas, texturas ou cores. [TMFRO03] propoe o uso
do contexto para o reconhecimento de objetos. Pode ser visto como um caso particular da
categorizacao de objetos, onde cada objeto seria um cenario diferente. Figura 1.1 mostra ima-
gens de exemplos de 3 cenarios diferentes: praia, montanha e cidade. As imagens sdo da base
de dados SUN [XHET10], especializada em cenéarios.

e Deteccao de partes: existem uma gama de algoritmos que tenta reconhecer um objeto a
partir da juncao de vérios algoritmos treinados para detectar partes de um todo. Um exemplo
é a deteccao de faces a partir de algoritmos de detecgao de olhos, nariz e boca e utilizando a
relagao espacial esperada entre estes componentes determina-se a probabilidade de existir uma
face nas imagens inspecionadas. O trabalho de [FGM10| utiliza esta abordagem de detec¢ao
de partes para obter a deteccao do objeto.

O reconhecimento de objetos é uma tarefa extremamente dificil e até hoje, algoritmos nao
atingiram o nivel de acerto de uma crianga de 2 anos de idade [Szel1]. Os algoritmos de categorizagao
de objetos que mapeiam as possibilidades de presenga de categorias de objetos em uma colegao
fechada conseguem obter resultados mais satisfatérios. Mesmo assim, estdao longe de obter um
desempenho semelhante ao de um ser humano. Um adulto consegue distinguir cerca de 30000
categorias diferentes de objetos [ZBMMO06]. [DBLFF10] mostrou que para 10000 categorias de
imagens a melhor acuracia até hoje ¢ menor que 5%.
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Figura 1.1: A figura mostra trés diferentes cendrios. A primeira linha mostra imagens de praias, a sequnda
linha mostra imagens de montanhas e a ultima linha mostra imagens de cidades. Todas as imagens sao da
base de dados SUN [XHE" 10].

Nas tdltimas décadas, tem havido um esfor¢o grande da comunidade de VC no desenvolvimento
de novos algoritmos de reconhecimento de objetos cada vez mais eficientes. Porém o esforco tem
se concentrado quase que exclusivamente no reconhecimento de categorias de objetos ou, na ou-
tra ponta, no reconhecimento de instancias [FOZ"11]. Muito recentemente, a comunidade tem
comegado a tratar o problema de categorizacao de objetos de classes muito parecidas, a chamada
categorizagao refinada ou de categorias subordinadas.

A Figura 1.2 mostra um exemplo das aplicagbes de detecgdo de instancia, categorizagdo de
objetos e da categorizacao refinada. A Figura 1.2(a) mostra um exemplo de aplicagao de detecgao de
instancia. O modelo do objeto a ser encontrado na sequéncia de video é conhecido e aparece na parte
direita da imagem. Na parte esquerda, é mostrado um quadro de uma sequéncia de video onde o
objeto em questao é buscado. Um circulo mostra a provavel localizagao do objeto buscado no quadro.
Segundo [Szell], o problema de detecgao de instancias é mais facil que o problema de detecgao ou
de categorizacao de objetos, visto que se conhece exatamente a instancia do objeto a ser procurado.
Nao é necessario nenhum grau de generalizagao. Este problema foi, entao, tratado mais cedo e existe
uma série de abordagens bem sucedidas. Uma delas utiliza descritores invariantes a transformagoes,
que tratam este problema com um alto grau de acuracia. A Figura 1.2(b) mostra uma imagem
para cada uma das 20 categorias de objetos existentes na base de dados de reconhecimento de
objetos do desafio Visual Object Classes (VOC) Pascal [EGWT10]. Da esquerda para a direita, de
cima para baixo as classes mostradas na figura sdo: avido, bicicleta, gato, sofd, cadeira, pessoa,
vaca, cachorro, trem, passaro, TV /monitor, énibus, bote, ovelha, cavalo, carro, mesa de jantar,
garrafa, motocicleta e vaso de planta. O desafio VOC Pascal é uma competicdo anual com uma
base de dados diferente a cada ano. A versdo 2011 apresentou aproximadamente 11500 imagens
rotuladas em 20 classes. Ela consiste de imagens dificeis e vem se tornando a base de dados padrao
para testar técnicas de reconhecimento e categorizacao de objetos. O mais desafiador nesta base de
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dados é que sdo imagens reais recolhidas do sitio de compartilhamento de imagens Flickr! existindo
entao grande variabilidade da aparéncia dos objetos dentro de uma mesma categoria. Existem ainda
oclusoes parciais, variabilidade de iluminagao, de poses, probabilidade de ocorréncia de objetos de
mais de uma categoria em uma mesma imagem e de mais de um objeto da mesma categoria em
uma imagem. A Figura 1.2(c) mostra uma imagem de cada uma das 7 classes das espécies de
péassaros do género Vireo. Sao categorias diferentes da base de passaros Caltech-UCSD Birds-200
2011 [WBWT11]. A base de passaros Caltech-UCSD Birds-200 2011 ¢ uma das principais bases de
dados que focam a categorizacao refinada e possui 200 espécies diferentes de passaros. Como se
pode notar, a categorizagao refinada é um problema bem mais dificil que a categorizacao de objetos
tradicional.

Para compararmos o nivel de dificuldade de um problema de categorizacdo de objetos (Fi-
gura 1.2(b)) e um problema de categorizagao refinada (Figura 1.2(c)) pode-se dizer que pratica-
mente qualquer pessoa consegue classificar os objetos presentes nas imagens em uma base de dados
de categorizagao de objetos. Uma crianga consegue identificar com sucesso um cachorro, uma mesa,
um carro ou um trem. Entretanto apenas um especialista ou alguém que passou por um treina-
mento especifico conseguiria classificar corretamente as espécies de péssaros da base de dados de
categorizacao refinada mostradas na imagem.

A categorizagao refinada é um dos problemas mais dificeis na area de reconhecimento de objetos
e sO passou a ser tratada sistematicamente muito recentemente, de 2010 para ca, devido, princi-
palmente, & introdugao da base de passaros Caltech-UCSD Birds-200 [WBM™10] que é a primeira
versao da base de dados que foi utilizada neste trabalho, a base Caltech-UCSD Birds-200 2011.

Este trabalho propds uma forma mais flexivel de quantizacao espacial com ganho de desem-
penho em relacao as pirdmides espaciais tradicionais. As pirdmides espaciais possuem uma grande
desvantagem: sao invariantes a rotagao. Uma outra divisao espacial que centrada em um ponto
qualquer da imagem, regides circulares concéntricas sao utilizadas para dividir espacialmente a
imagem mantendo o ganho de desempenho da quantizacao espacial tradicional e, ainda, aumen-
tando a robustez a rotacao dos objetos na imagem. Trés novos descritores sao propostos: um deles
utiliza granulometria morfologica aplicada ao mapa de bordas da imagem; o outro cria um histo-
grama de padroes 3 X 3 que aparecem no mapa de bordas e o ultimo transforma uma imagem em
niveis de cinza em véarias imagens binérias, aplicam-se aberturas morfologicas utilizando elementos
estruturante circulares com raios crescentes. Todas estas propostas foram utilizadas em um novo
método que trata o problema desafiador de categorizagao refinada de objetos. A técnica foi testada
na principal base de dados piblica que foca o problema da categorizacao refinada [WBW™11]. Esta
base é utilizada como referéncia na comparagao de técnicas de categorizacao refinada. O método
de categorizacao refinada proposto utiliza uma classificacao em 2 niveis e modelos especificos por
classe. O subconjunto da base de dados utilizada neste experimento possui 13 espécies diferentes
de passaros que podem ser claramente divididos em 2 grupos: espécies do género Vireo e espécies
de pica-paus. Portanto a classificagdo em 2 niveis explora este agrupamento das espécies. A ideia
de criar modelos com descritores e parametrizagoes diferentes para cada espécie é intuitiva pelo
fato de cada espécie de passaros possuir caracteristicas muito sutis que as diferenciam das demais
espécies testadas. O objetivo deste trabalho é utilizar as técnicas propostas aqui em um problema
realmente desafiador e melhorar o desempenho da abordagem do saco de palavras em aplicagoes de
categorizacao refinada.

1.1 Objetivos

Este trabalho tem como objetivo principal melhorar o desempenho da abordagem do saco de
palavras no problema de categorizagao refinada de espécies de passaros. Utilizamos um subconjunto
da base de passaros Caltech-UCSD Birds-200 2011 [WBW™11|. Véarias trabalhos reportaram seus
resultados utilizando este mesmo subconjunto. Para atingir este objetivo, foram utilizados uma
nova proposta de quantizacao espacial e um novo descritor de bordas.

www.flickr.com
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Como objetivo especifico, este trabalho se propée a utilizar uma nova quantizacao espacial que
possua desempenho melhor que as tradicionais pirdmides espaciais propostas em [LSP06|.

Este trabalho apresenta, ainda como objetivo especifico, um novo descritor de bordas que possua
desempenho superior ao descritor de bordas mais utilizado atualmente [BZMOT7b] em tarefas de
categorizacao de objetos.

Outro objetivo especifico é a proposta de uma nova quantizacao espacial que seja mais robusta
a rotacao de objetos quando comparada as quantizagoes espaciais tradicionais.

1.2 Contribuigoes
As principais contribui¢oes deste trabalho sao:

e Foi proposta a eliminagao de algumas restri¢oes na divisao espacial das tradicionais piramides
espaciais propostas no artigo original de [LSP06] gerando uma nova quantizagio espacial.
Foi adicionado também um pardmetro que controla a sobreposicao de regioes adjacentes em
um mesmo nivel. Esta sobreposicao ajuda na caracterizacao de estruturas discriminantes,
importantes nas fronteiras de regioes adjacentes de um nivel das quantizacoes espaciais criando
um modelo de categoria de objetos mais efetivo. Foi feita uma comparagao entre a proposta
original e as modificacoes que este trabalho propés utilizando para testes um subconjunto de
uma base de dados de categorizagao de objetos. A modificagdo proposta, neste trabalho, teve
uma acuracia 6% melhor que a proposta original nos testes efetuados.

e Foi proposto um descritor baseado na aplicagdo de granulometria morfoloégica no mapa de
bordas da imagem, o GRABED. Este descritor ¢ utilizado para caracterizar as extensoes e
orientacoes das bordas e construir um modelo genérico de objetos para ser utilizado em apli-
cagoes de reconhecimento de objetos. A granulometria morfologica é utilizada de uma maneira
diferente quando comparada ao uso cléssico da granulometria. A granulometria morfolégica é
geralmente aplicada em imagens em niveis de cinza ou binarias e é utilizada para caracterizar
a distribuicao de formas e tamanhos dos componentes conexos destas imagens. Foi proposto
também um par de extensdes: o uso de diferentes escalas da imagem e o uso em conjunto
com a quantizacao espacial flexivel. Melhoras no desempenho foram obtidas utilizando as
duas extensoes. O descritor foi testado em uma base de dados de reconhecimento de objetos e
foram obtidos resultados similares aos dois melhores descritores utilizados nestas aplicagoes.
O GRABED, por caracterizar as bordas das imagens de uma maneira diferente, mostrou-se
entao um forte candidato a entrar num modelo de objetos e contribuir para sua robustez.
No geral, o descritor GRABED mostrou melhores resultados que o principal descritor base-
ado em bordas, segundo a literatura, nas bases de dados testadas. O descritor GRABED foi
também o descritor que apareceu em 11 dos 13 melhores modelos de classes da aplicagao de
categorizacao refinada que foi desenvolvida neste trabalho. Foi o descritor que mais apareceu
entre os melhores modelos de classes juntamente com o PHOW que é descrito como o melhor
descritor para aplicagoes de reconhecimento de objetos [WYY10].

e Foi proposto um outro descritor, chamado de PPE, que é aplicado também ao mapa de bordas
de uma imagem e caracteriza todas as combinagoes de padroes 3 x 3 pixels presentes neste
mapa de bordas. Um histograma destes padroes caracteriza o mapa de bordas e a imagem.

e O ultimo descritor proposto é o PPD que converte imagens em niveis de cinza em imagens
binarias e utiliza uma sequéncia de aberturas morfologicas utilizando elementos estruturantes
circulares com raios crescentes.

e A Piramide de Regides Circulares Concéntrias é uma nova maneira de particionar uma imagem
formando uma piramide espacial a partir de regides circulares concéntricas. A abordagem saco
de palavras com um dicionario visual é utilizada e um histograma normalizado de frequéncia
das palavras visuais é calculado em cada uma das regioes circulares. O descritor final é formado
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pela concatenagao dos histogramas de cada uma das regioes circulares mais o histograma da
imagem inteira. Esta nova maneira de particionar a imagem e calcular o histograma das
palavras visuais se mostrou tao eficiente quanto as pirimides espaciais tradicionais, quando
aplicada em imagens néo rotacionadas e apresentou uma acuracia quase 80% maior nos testes
realizados, quando o conjunto de imagens de teste apresenta rotacao dos objetos presentes.

e Todas as técnicas anteriores sao utilizadas em um novo método de categorizacao refinada que
utiliza uma classificacdo em 2 niveis e modelos especificos por classe para categorizar espécies
de péassaros muito similares. Foi utilizado um subconjunto de uma base publica de espécies
de péassaros. Os resultados deste método sao comparaveis aos melhores resultados reportados
pela literatura e mostrou o melhor resultado usando a abordagem do saco de palavras.

e Um arcabougo orientado a objetos para aplicagoes de reconhecimento de objetos com o intuito
de aumentar a reutilizagdo de codigo e facilitar o desenvolvimento de novas funcionalidades e
o teste de novas configuragdes.

1.3 Publicacoes
Esta secéo lista os artigos publicados e aqueles que planejamos publicar, fruto desta tese:

e Em [LHI11b], foi publicado um artigo completo que descreve a utilizagdo da combinagao
de descritores na categorizacao de instancias de monumentos. A parte teodrica do artigo estéa
descrita na Segao 3.2 e os experimentos citados neste artigo estao descritos na Secao 5.4.

e Em [LH11al, foi publicado um resumo descrevendo a nossa participagdo no TRECVID 2011.
Detalhes sobre esta participacdo estao no Apéndice B.

e O artigo [LH13b| descrevendo as Piramides de Regides Circulares Concéntrias (Segao 3.3)
e seus experimentos descritos na Secdo 5.5 foram apresentados no VISAPP 20132, Interna-
tional Conference on Computer Vision Theory and Applications, que ocorreu em Barcelona,
Espanha, entre os dias 21 e 24 de fevereiro de 2013.

e O artigo [LH13a| descrevendo o descritor GRABED (Segao 3.2), a quantizagao espacial flexivel
(Sec¢ao 3.1) e a aplicagdo de ambos em um problema de categorizagao refinada de objetos
(Capitulo 4) foi apresentado no ISMM 20133, 11th. International Symposium on Mathematical
Morphology, que ocorreu entre 27 e 29 de maio de 2013 em Uppsala, Suécia.

e Planejamos submeter a uma revista da area, em 2013, uma versao extendida do artigo [LH13a]
descrevendo o método de categorizacao refinada proposto, os descritores morfolégicos utiliza-
dos e a estratégia de quantizagao espacial utilizada.

e Planejamos submeter um artigo descrevendo o arcabougo orientado a objetos para aplicagoes
de reconhecimento de objetos (Apéndice A) no proximo ano.

1.4 Organizagao do Trabalho

Este capitulo introduz o problema da categorizagao refinada, situando o problema dentro da area
mais abrangente de reconhecimento de objetos. Os objetivos e as contribuigbes decorrentes deste
trabalho também estao listados neste capitulo. O proximo capitulo introduz conceitos importantes
para o entendimento das técnicas propostas, lista artigos importantes relacionados aos conceitos
discutidos relacionado-os com a presente tese. Sao discutidos o reconhecimento de objetos, o saco
de palavras, as pirdmides espaciais, a categorizacao refinada, introduz-se a Morfologia Matematica,

2http://www.visapp.visigrapp.org/
3http://ismm.cb.uu.se
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descreve os principais descritores utilizados na &rea de reconhecimento de objetos, classificador
utilizado, lista as principais bases de dados de reconhecimento de objetos e discute as medidas
utilizadas na mensuragao de desempenho dos algoritmos de reconhecimento de objetos. O Capitulo 3
descreve os novos descritores, a nova quantizagao espacial proposta e a nova particao das piramides
espaciais e sua robustez a presenca de rotacao dos objetos na imagem. O Capitulo 4 descreve a
técnica de categorizacao refinada proposta neste trabalho. No Capitulo 5, s@o descritos alguns dos
experimentos realizados e seus resultados e apresenta-se uma anélise desses resultados. O Capitulo 6
discute as contribuicoes e da dire¢oes para trabalhos futuros. O Apéndice A descreve alguns detalhes
de implementacao relativos & preocupacao em reutilizacdo de codigo e o arcabougo orientado a
objetos construido com esta mesma preocupagao. O Apéndice B descreve a nossa participagao no
TRECVID 2011.
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hil Jeffrey 2007

(c) Categorizagao refinada

Figura 1.2: Ezemplo de uma aplicagao de detecgao de instdncia, amostra de imagens da base de dados VOC
Pascal 2011 com objetos de 20 categorias diferentes e uma amostra de imagem de cada uma das 7 classes
de pdssaros do género Vireo da base de pdssaros Caltech-UCSD Birds-200 2011.



Capitulo 2
Revisao Bibliografica

Este capitulo introduz conceitos fundamentais e descreve técnicas usadas nos capitulos posterio-
res. A Secao 2.1 faz algumas defini¢oes preliminares. A Secao 2.2 descreve a area de reconhecimento
de objetos e as principais abordagens utilizadas para tratar o problema. A Secdo 2.3 introduz a
abordagem do saco de palavras e o conceito do dicionario visual. A Sec¢ao 2.4 define as pirami-
des espaciais. A Secdo 2.5 descreve o recente problema da categorizagdo refinada. Os principais
descritores utilizados em aplicagoes de reconhecimento de objetos sdo descritos na Segao 2.6. A
Secao 2.7 descreve o algoritmo de classificagdo utilizado e os conceitos de combinagdo de classi-
ficadores, selegao de caracteristicas e validagdo cruzada. A Segdo 2.8 descreve as principais bases
de dados de reconhecimento de objetos. A Segao 2.9 descreve as principais medidas utilizadas para
avaliar as aplicacoes de reconhecimento de objetos e a Se¢ao 2.10 introduz a Morfologia Matematica
e conceitua a granulometria morfoldgica utilizada em descritores propostos no Capitulo 3.

2.1 Definigoes Preliminares

Imagem digital: pode ser definida como uma fungao, f(z,y), onde = e y sd@o coordenadas
espaciais e a amplitude de f em um ponto (z,y) é chamada de nivel de cinza. Quando os valores
de z, y e o nivel de cinza sao todos finitos e discretos, déd-se o nome de imagem digital a funcao
f [GWO02].

De uma maneira mais formal, seja Z o conjunto dos nimeros inteiros, seja [ um subconjunto de
72, seja K o intervalo [0, k—1] € %, com k > 1, o produto cartesiano de K é denotado por K? onde
d é a quantidade de vezes que K aparece no produto. Assim, podemos definir uma imagem digital
como sendo a funcao de IE em K e o conjunto de todas as imagens digitais possiveis é denotado por
K" [Hei95]. O valor de k é o ntimero de niveis de cinza que a imagem digital possui. Geralmente,
as imagens digitais sao denotadas por letras do alfabeto romano como f ou I.

Pizel: é cada um dos elementos espaciais finitos que compdem uma imagem digital [GWO02].

Imagem em niveis de cinza: a definicao de imagem digital se encaixa no conceito de imagem
digital em niveis de cinza quando o valor de k > 2. Geralmente, k = 256.

Imagem bindria: uma imagem digital é dita binaria se sua amplitude (ou niveis de cinza)
apresentar apenas dois valores possiveis, geralmente 0 e 1. Ou seja, o tamanho do contradominio
na definicdo de imagem digital vale 2.

Imagem multibandas: é uma imagem digital que possui mais de um valor para cada pixel.
Cada valor do pixel esta associado a uma bande da imagem.

Imagem colorida: é¢ uma imagem multibanda cujas bandas estao associadas a um modelo de
cor.

Modelo de cor: um sistema de coordenadas tridimensional onde cada cor é representada por
um tnico ponto [GW02.

RGB: o modelo de cor mais popular, baseado num sistema de coordenadas de trés eixos defi-
nindo um subespago em forma de cubo. Os eixos representam a intensidade de vermelho, verde e
azul [GW02].
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2.2 Reconhecimento de Objetos

Reconhecimento de objetos é uma das areas mais ativas de pesquisa em VC [Trel0]. Em linhas
gerais, uma aplicagdo de reconhecimento de objetos recebe um conjunto de imagens contendo obje-
tos da categoria de interesse durante uma etapa inicial. Ele é chamado conjunto positivo. Um outro
conjunto, chamado de negativo, contém imagens de objetos de outras categorias diferentes da cate-
goria de interesse. Um modelo visual desta categoria de interesse é criado na etapa de treinamento.
Este modelo é utilizado para tratar a possibilidade de existir um objeto desta mesma categoria em
uma imagem durante a etapa de teste. Varias abordagens diferentes foram utilizadas na tentativa
de solucionar este problema. O casamento de modelos foi a primeira abordagem a tratar este pro-
blema ainda na década de 70. Um modelo do objeto é construido usando, geralmente, uma imagem
contendo apenas o objeto de interesse. Um casamento pixel a pixel entre a cena e um modelo do
objeto é feita tentando detectar o objeto na imagem de teste. Esta abordagem se mostrou inade-
quada para uma anélise tridimensional da cena, principalmente devido a alteragoes na visada da
cena, oclusbes e articulagoes ou deformagoes das partes do objeto de interesse [NB77]. Uma alter-
nativa a esta abordagem utilizava descritores globais, como um histograma de cor, para representar
0 objeto e a cena e uma medida de similaridade era aplicada na imagem de teste, na tentativa de
localizar o objeto na cena [NBET93]. Novamente, a abordagem nao era robusta o suficiente para
tratar cendrios reais.

A Figura 2.1 mostra uma aplicagao utilizando o casamento de modelos em um exemplo real.
A Figura 2.1(a) mostra o modelo do objeto a ser procurado na cena. O modelo é uma imagem
contendo apenas o objeto de referéncia. A Figura 2.1(b) mostra a cena contendo uma instancia do
modelo. A Figura 2.1(c) mostra o mapa de casamentos entre o modelo e a cena e a Figura 2.1(d),
a localizag@o do ponto de maior coeficiente de casamento entre modelo e a cena indicando o centro
do objeto. Nota-se que, em um exemplo bem comportado como este, o resultado final é muito bom.
Véarios tamanhos do modelo sao utilizados nos casamentos entre a cena e o modelo. Quanto mais
préximo o modelo estiver do tamanho do objeto procurado na cena real, maior sera o coeficiente de
casamento. A deteccao do objeto na cena seré positiva se, no mapa de casamento entre o objeto e
a cena, houver pontos de maximo maior que um limiar pré-estabelecido.

A Figura 2.2 mostra a detecgdo e localizagdo do objeto na cena utilizando um histograma de
niveis de cinza com 15 intervalos. Foram utilizados o mesmo objeto e cena da Figura 2.1. Novamente,
o resultado apresentado mostrou-se muito bom.

Um modo intuitivo de modelar um objeto é criar um modelo baseado em suas partes. A mo-
delagem baseada em partes combina descritores locais e uma representacao das relagoes espaciais
entre elas [FE73|. Esta abordagem apresentava grande complexidade computacional e dificuldade
para modelar objetos articulados. Outra dificuldade é o custo do processo de treinamento, pois as
partes precisam estar rotuladas na base de dados [ZBMMO06|. A Figura 2.3 mostra uma represen-
tagdo desta abordagem no trabalho de [FET73]. A primeira abordagem com bom desempenho e
computacionalmente eficiente é a abordagem do saco de palavras. Esta abordagem era utilizada
originalmente para categorizagao de textos e foi adaptada para a utilizagdo em categorizacao de
objetos por [CDFT04] e [SZ03].

[Trel0] lista algumas restri¢oes e requisigdes que podem ser impostas a uma aplicagdo de
reconhecimento de objetos:

o Tempo de avaliagao: aplicagoes de reconhecimento de objetos, principalmente no ambiente
industrial, podem ter que processar os dados de entrada em tempo-real. Aplicagoes de visao
para colocacao de circuitos integrados em placas tém que determinar a posigdo exata do
componente em menos 50 ms, para garantir uma alta taxa de produtividade. Também espera-
se de aplicagoes de vigilancia eletrénica a detecgao de um evento em tempo-real.

e Acurdcia na determinacdo da posicao do objeto: aplicacoes de visdo para colocacdo de circuitos
integrados requerem um altissimo grau de acuracia na determinagao da posicao dos objetos
que eles detectam na cAmera. A acuracia neste posicionamento pode chegar 4 ordem de um
décimo de pixel.
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(a) Modelo de um ventilador. (b) Cena com o objeto.

Valores
1

0

(c) Mapa de casamentos do modelo na cena. (d) Localizagéo do objeto na cena.

Figura 2.1: Ezemplo da abordagem casamento de modelos. O modelo € procurado na cena e o resultado
final aparece no ponto vermelho.

e Confianca no reconhecimento: todas as aplicagoes de reconhecimento de objetos tentam re-
duzir as taxas de falsos positivos, objetos com defeitos classificados como perfeitos, e falsos
negativos, objetos perfeitos classificados como defeito.

e Propriedade de invaridncia: praticamente todas as aplicacoes de reconhecimento de objetos
precisam possuir algum tipo de invaridncia. Algoritmos de reconhecimento de objetos sao
projetados para maximizar as discrepancias entre objetos de categorias diferentes e minimizar
as discrepancias entre diferentes objetos da mesma categoria.

Ainda de acordo com [Trel0], um algoritmo de reconhecimento de objetos pode ter a invariancia
em relacao as seguintes propriedades:

e [luminacdo: a aparéncia dos objetos é influenciada pela iluminacgao presente na cena onde o
objeto esta. A iluminacao pode variar em intensidade, d&ngulo de incidéncia ou cor.

e Fscala: objetos aparecem maiores ou menores em uma imagem dependendo da disténcia
em que foram fotografados. Os algoritmos devem estar preparados para reconhecer o objeto
independente do tamanho em pixel que ele aparece em uma imagem.

e Rotacao: alguns objetos sao frequentemente mostrados nas imagens em diferentes rotacoes.

e [undo de cena confuso: imagens reais dificilmente mostram apenas o objeto de interesse. Ele
esté inserido em um contexto onde varios outros objetos também podem aparecer. Existe uma
grande variabilidade de fundos em que um objeto pode aparecer.

e Oclusao parcial: varias vezes, em uma imagem, apenas parte do objeto aparece ou, ainda,
outros objetos aparecem na imagem obstruindo a imagem do objeto de interesse.
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Figura 2.2: Resultado da detecgao de objetos utilizando descritores globais, neste exemplo utilizou-se um
histograma de niveis de cinza com 15 intervalos.

o Alteracao de ponto de vista dos objetos: a projecao de objetos 3D em cenarios 3D, em um plano
2D depende da posicao da cimera durante a captura da imagem. Esta posicao da camera altera
sensivelmente a aparéncia do objeto. A invaridncia quanto ao ponto de vista ndo é possivel
para objetos de formato arbitrario [Mun06|. Porém pode ser obtida uma invariancia parcial
para certas variacoes de pontos de vista.

2.3 Saco de Palavras

O saco de palavras, em inglés bag-of-words ou BoW, é uma técnica proposta por [SZ03| para ser
utilizada na area de reconhecimento de objetos. Ela é derivada da categorizagao de textos [Joa98].
Posteriormente, foi utilizada em classificagdo de texturas [CDO1, LMO1]|. Tornou-se uma das abor-
dagens mais eficazes para reconhecimento de objetos.

A ideia de que textos podem ser classificados a partir da frequéncia de palavras é a base da
técnica do saco de palavras. Cria-se um dicionario com o conjunto de palavras presentes na colecao
de textos. Um modelo é criado para textos de economia, por exemplo. Outro modelo é criado para
textos de biologia e, assim, sucessivamente. Um texto sobre economia tera um vocabulério especi-
fico sobre este assunto, enquanto que um texto sobre biologia tera uma frequéncia bem maior de
vocabulos desta area. Cada texto é representado pela frequéncia normalizada das palavras presentes
nele. Um classificador é treinado para criar modelo de textos de economia e biologia, por exemplo.
Um texto desconhecido é comparado aos modelos e o resultado é o rétulo do assunto com a maior
possibilidade do texto pertencer. Textos com frequéncia maior de palavras ligadas a economia serdao
classificados como de economia. A adaptacdo para a categorizacdo de objetos partiu desta ideia.
O saco de palavras comega com a extracao de descritores locais nas imagens. Estes descritores sao
agrupados em um ntmero pré-determinado de centros. O algoritmo de agrupamento geralmente
utilizado é o k-médias [SI84]. O ponto central de cada agrupamento é chamado de palavra visual.
A colecao de palavras visuais forma o diciondrio visual. Cada descritor local é traduzido para o
centro do agrupamento de que aquele descritor faz parte. O descritor final na abordagem do saco
de palavras é o histograma normalizado de frequéncia das palavras visuais. Nenhuma informagao
espacial é mantida no descritor final, uma abordagem totalmente diferente em relagao a modelagem
baseada em partes.

A abordagem do saco de palavras possui, tipicamente, as seguintes etapas:

e FErtracdo de caracteristicas: caracteristicas sao extraidas em alguns pontos. Estes pontos po-
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MOUTH

Figura 2.3: Imagem representando a abordagem de modelagem baseada em partes. Imagem do trabalho de
[FE73].

dem ser de interesse, numa grade regular de pontos ou pontos aleatérios na imagem.

e Representacao das caracteristicas: um descritor é calculado usando as caracteristicas extraidas
na etapa anterior.

e Construcao do diciondrio visual: um nimero N de palavras visuais é escolhido. Os descritores
sao agrupados em N diferentes agrupamentos. O centro de cada agrupamento é um vetor
que representa os descritores daquele agrupamento, cujo ponto central é a palavra visual. A
colecao das N palavras visuais forma o dicionario visual.

e Representacao da tmagem: cada descritor da imagem é representado pela palavra visual mais
proxima. A representacdo final da imagem é o histograma normalizado de frequéncia de pa-
lavras visuais.

e Treinamento: um modelo especifico de categoria é aprendido usando amostras rotuladas e
contra-exemplos para treinar o classificador.

e Reconhecimento: o modelo construido na etapa anterior é utilizado para determinar se uma
imagem com rétulo desconhecido possui ou nao um objeto da categoria de interesse.

Mais formalmente, o modelo do saco de palavras pode ser definido da seguinte maneira. Dado
um conjunto de treinamento D contendo n imagens representadas por D = dj,ds,ds, ..., dy,, onde
d sado as caracteristicas visuais extraidas. Um algoritmo de aprendizado nao supervisionado, como
o k-médias, é utilizado para agrupar D em um numero fixo de categorias W representadas por
W = wy,wsq,ws, ..., w,, onde v é o namero de aglomeracoes. Pode-se sumarizar os dados em uma
tabela de co-ocorréncias de tamanho v xn com contagens N;; = n(w;, d;), onde n(w;, d;) é o nimero
de ocorréncias da aglomeracao w; na imagem d; [Tsal2].

A Figura 2.4 mostra as etapas da abordagem do saco de palavras. A Figura 2.4(a) mostra
a extragdo de caracteristicas em alguns pontos de interesse. No caso da imagem mostrada, foi
utilizado o detector SIF'T. O descritor SIFT é calculado nos pontos de interesse encontrados na etapa
anterior (Figura 2.4(b)). Cada descritor pode ser visto como um ponto no espago multidimensional
(Figura 2.4(c)). Os descritores, pontos no espa¢o multidimensional, sdo aglomerados em um namero
pré-determinado de N centros (Figura 2.4(d)). A representagao final da imagem é o histograma
normalizado de frequéncia da ocorréncia destes centros, chamados de palavras visuais ou, em inglés,
codewords (Figura 2.4(e)).
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2.3.1 Deteccao de Pontos

A escolha dos pontos onde serao extraidas caracteristicas visuais que serao utilizadas para o
computo dos descritores locais é a primeira etapa do modelo do saco de palavras. Existem varios
detectores de pontos de interesse que poderiam ser utilizados nesta etapa [TMOS|:

1. Detector de Harris-Laplace: regides sao detectadas por uma adaptagao para escalas da fungao
de Harris e selecionados em espaco-escala por um operador Laplaciano de Gaussianas. Este
detector detecta estruturas em forma de cantos.

2. Detector Diferenca de Gaussianas: regioes sao localizadas na maxima espaco-escala local de
diferencas de gaussianas. Este detector é mais adequado a encontrar regides de manchas (blob).
Os pontos localizados por este detector tem bom desempenho e o detector é rapido e existem,
geralmente, menos pontos em uma imagem.

3. Detector de Hessian-Laplace: regides sao localizadas no espago no méximo local de um deter-
minante de Hessian e na escala no méaximo local de um Laplaciano de Gaussiana.

4. Entropia: regioes salientes sao detectados no espago-escala em uma maxima local de entropia.
A entropia de histogramas de intensidade de pixels sdo medidas por regides circulares de varios
tamanhos em cada posigao da imagem.

5. Regioes Extremas Estdveis Mazimais: MSER, sigla em inglés para Mazimally Stable Extremal
Regions, sao componentes conexos de uma imagem limiarizada. Um algoritmo similar ao
Watershed é aplicada as intensidades da imagem e fronteiras de segmentos que sdo estaveis
em uma variedade grande de limiares definem uma regiao.

Os pontos que serao utilizados para extracao de caracteristicas podem ser calculados utilizando
uma abordagem esparsa ou uma abordagem densa. A abordagem esparsa utiliza algum algoritmo
de detecgdo de pontos de interesses, como os descritos aqui. A abordagem densa utiliza uma grade
densa de pontos na imagem. [FFPO05| mostrou que a abordagem densa de pontos possui desem-
penho superior a abordagem esparsa. As caracteristicas também podem ser extraidas em pontos
aleatorios. A abordagem densa tem mostrado melhor desempenho para tarefas de reconhecimento
de objetos [vdSGS10b].

2.3.2 Extracao dos Descritores Locais

O SIFT 2.6.1 é o descritor mais utilizado para representar as caracteristicas visuais locais.
O descritor SURF [BTVGO06] vem ganhando popularidade por possuir um melhor desempenho
computacional e possuir um nimero menor de dimensoes no descritor final (64). [MS05] mostrou
que o descritor SIFT e seus derivados possuem desempenho superior e eles tém sido utilizados
com mais frequéncia no modelo do saco de palavras. Poucas alternativas tém sido utilizadas como
descritores locais no modelo do saco de palavras [Tsal2).

Os descritores locais sao calculados em pontos de interesse, em pontos aleatérios ou em nos
de uma grade densa de pontos, como descrito na Secao 2.3.1. Apoés esta etapa, cada imagem [ é
representada por um conjunto de descritores de caracteristicas locais:

X = [1'1,3;’2, ""xM]T € RMXDa

onde M é o nimero de descritores locais na imagem e D é o nimero de dimensoes do descritor
local.

2.3.3 Codificagao

A representacdo das imagens a partir do conjunto de descritores locais extraidos contem muita
informacao, porém é muito grande para ser eficiente computacionalmente. Esta etapa, chamada
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de codificagao, traduz os descritores locais em uma reprentagao mais eficiente. Uma codificagao
popular é traduzir os descritores locais em palavras visuais de um dicionério visual. A construcao do
dicionério visual é descrita na Segao 2.3.4. A representagao da imagem, utilizando esta abordagem,
ficaria da seguinte maneira [YZ11]:
V = [v1,v,...,vk]T € REXD.

onde v1,v2, ..., vk sao as palavras visuais do dicionério visual. Assim, cada descritor local é quanti-
zado em um ou mais palavras visuais para formar uma matriz A € RM*X onde cada elemento da
matriz A o, ; define se o i-ésimo descritor esta representado pelo j-ésima palavra visual. Existem
duas maneiras de traduzir o descritor local em uma palavra visual: atribuicao rigida e atribuigao
leve [PVT12]. A atribuicao rigida é a mais utilizada até agora:

S 1 se j=argming || ; — v |13,
b 0 caso contrario.

A matriz A possui um nimero diferente de zero, igual a um, para cada linha da matriz. Uma
outra atribuigdo é a atribuig@o leve. A atribuig@o level possui vantagens em relacdo a atribuigdo
rigida [LWL11]. Um descritor local que esteja na fronteira entre duas palavras visuais sera repre-
sentada por aquela palavra visual que esteja ligeiramente mais préxima pelo método original. Uma
divisao da influéncia do descritor local entre as palavras visuais mais proximas seria uma represen-
tagao mais fiel. A influencia do descritor local é diluida entre estas palavras visuais. Quanto mais
proximo do descritor local, maior sera a influéncia dele na palavra visual. A atribuic@oleve é definida
por:

_exp(=Blai—v;|3)
Soicy exp(—B || @i — vx |I3)

i?j

onde § é o fator de atribuicao leve.
Uma outra técnica de codificacao é a codificacao esparsa. A matriz A €
seguinte problema de otimizagcao:

RMXK & definida pelo

M
argmin || 2 — oV [P +A | s |,

v =1

tal que: || vg [|[< 1,Vk = 1,2,..., K, onde A é a regulacdo esparsa assegurando que a maioria dos
valores de A sejam iguais a zero.

TF-IDF

Dar peso aos termos é uma estratégia para penalizar palavras que sejam muito comuns e dar
mais importancia a palavras pouco comuns. Esta técnica é derivada da técnica TF-IDF do inglés
Term Frequency-Inverse Document Frequency ou Frequéncia de Termos-Inverso da Frequéncia de
Documentos. A férmula para TF-IDF é: tfilog(%), onde tf; é o termo de frequéncia da i-ésima
palavra, N é o niimero de documentos e IV; é o niimero de documentos na base de dados contendo
a i-ésima palavra [OD11].

2.3.4 Geragao do Dicionario Visual

Apos a definicao dos pontos a serem utilizados na imagem e do computo dos respectivos descri-
tores locais, a construgao do dicionério visual comecga com a quantizacao dos descritores locais em
um namero pré-determinado de aglomeragoes. Geralmente, o k-médias é utilizado. O centro de cada
aglutinacdo de descritores locais forma uma palavra visual. A colecdo de palavras visuais forma o
dicionario visual. Para representar a imagem utilizando o dicionério visual, os descritores locais
de cada imagem sao traduzidos em palavras visuais (utilizando a atribuicdo rigida ou a leve). A
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representacao final de uma imagem é, geralmente, o histograma de frequéncia de palavras visuais.
Existem vérios trabalhos que exploram o fato de que o modelo do saco de palavras nao possuir
nenhuma informacgao espacial. Estes trabalhos tentam adicionar algum tipo de informagao espa-
cial ao modelo original. O principal trabalho desta categoria é [LSP06] que introduz as piramides
espaciais.

[vdSGS11] mostrou que o principal gargalo de desempenho computacional do modelo do saco
de palavras é a aglutinagao utilizando o k-médias. Alguns trabalhos propoem alternativas utilizando
arvores aleatorias [USS10], k-médias hierarquico e k-médias aproximado [PCIT07]. Outra alternativa
ao uso do k-médias é a amostragem dos descritores locais para gerar o dicionario visual. [VLOS|
mostrou que a amostragem de descritores locais gera dicionarios visuais de qualidade comparavel
ao uso de aglomeragdo a um custo computacionével muitas vezes menor.

2.3.5 Agrupamento

Apos a etapa de codificagdo, vem a etapa de agrupamento, em inglés pooling. O objetivo desta
etapa é resumir as caracteristicas codificadas em cada imagem para formar a representacao final da
imagem. A etapa de agrupamento deve gerar uma representacdo da imagem que seja invariante a
transformagcoes da prépria imagem, que seja robusta a ruidos e fundos confusos e que possua uma
representagao compacta [YZ11]. Os métodos de agrupamento fazem uma transformacao da matriz
A € RM*E em um vetor de dimensdo K (histograma) H € R¥. Existem duas técnicas tradicionais
de agrupamento:

e Agrupamento pela média: no agrupamento pela média, H é a soma ou a média de todos os
valores das colunas da matriz A.

o Agrupamento pelo mdzrimo: no agrupamento pelo maximo, H é o valor maximo das colunas
da matriz A.

2.3.6 Modelos de Aprendizado

Apos a construgao do modelo do saco de palavras e a geragao da representagao final das imagens
através das técnicas de codificacdo e agrupamento, existem duas alternativas. A primeira utiliza o
vetor de caracteristicas do modelo do saco de palavras como entrada em um classificador para
treinamento e teste. Sao chamados modelos discriminativos. Os modelos generativos sao utilizados
para descobrir categorias utilizando analise seméntica latente.

Modelos Discriminantes

Modelos discriminantes s&o baseados em aprendizado supervisionado de maquinas. Aprendizado
supervisionado de maquinas podem ser vistos como aprendizado por exemplos. Para que o modelo
seja capaz de detectar a presenca de um objeto de uma determinada categoria em uma imagem, o
modelo é construido utilizando uma série de exemplos positivos e negativos. A tarefa de aprendizado
consiste em construir um modelo f que cria um mapeamento entre os vetores de caracteristicas de
treinamento e os rotulos corretos com algum nivel de acuracia. Esta etapa é chamada de treinamento.
Apos isto, o modelo é capaz de atribuir um rétulo para uma amostra desconhecida. O modelo
calcula o grau de similaridade entre o vetor de caracteristica da amostra de teste e todos os dados
de treinamento das diversas categorias conhecidas e atribui o rétulo da categoria com maior grau
de similaridade.

Modelos Generativos

Duas técnicas (pLSA e LDA) utilizadas em anélise de textos para descobrir topicos em docu-
mentos utilizando o modelo do saco de palavras foram adaptadas para descobrir categorias presentes
em uma imagem [Hof99]. Em imagens contendo varios objetos, estas combinagoes de objetos sao
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utilizadas para classificar as cenas presentes na imagem. Por exemplo, 4gua com ondas, areia e céu
com nuvens, seriam objetos presentes em uma cena de praia [BMMO7].

E uma técnica nao supervisionada. O modelo generativo utilizada na analise de textos possui
dois niveis. O primeiro nivel considera o documento uma mistura de tépicos e cada topico tem sua
propria distribuicao de palavras.

K
p(wild;) = Z p(wilzk)p(2k|dy),
k=1

a distribuigao de palavras w; em um documento d; ¢ fungao da distribuicao de palavras em um topico
k. A distribuicao p(w;|d;) é conhecida e as distribui¢oes p(w;|zx) € p(2x|d;) sdo desconhecidas. Para
encontrar o tépico mais provavel em uma imagem:

p(w|2)p(z|d)
222 p(wl|2)p(2'|d)”

= arg maxp(z|d) = arg max

2.4 Piramides Espaciais

Piramide Espacial é uma técnica baseada em correspondéncia aproximada da geometria global
entre imagens. A técnica funciona particionando uma imagem em subregides menores e computando
um histograma de caracteristicas locais em cada sub-regiao. Uma correspondéncia de caracteristicas
locais é calculada em cada sub-regidao e a correspondéncia final é calculada utilizando as corres-
pondéncias locais. A abordagem do saco de palavras despreza quaisquer informagoes espaciais ao
contrario da modelagem baseada em partes. A piramide espacial é uma alternativa que tem mos-
trado um ganho na acuracia da classificacao em aplica¢oes de reconhecimento de objetos a um custo
computacional eficiente. A técnica acrescenta informagoes espacial de maneira grosseira ao modelo
do saco de palavras. Esta informagao espacial, apesar de grosseira, é suficiente para melhorar o
desempenho da técnica original. A piramide espacial foi proposta em 2006 por |LSPO06].

A imagem é particionada recursivamente em sub-regioes cada vez menores. A técnica original
implementou a subdivisao duplicando o ntmero de divisdes em cada eixo a cada nivel. Em um nivel
inicial, nivel 0, a imagem original permanece sem divisoes, ou seja, existe apenas uma regiao. O
proximo nivel, nivel 1, subdivide a tnica regiao do nivel 0 em 4 outras regioes dividindo o eixo z
em dois e o eixo y também em dois formando as quatro regides do nivel 1. O nivel 2 subdivide cada
uma das regioes do nivel 1 em 4 outras regioes, totalizando 16 regides.

Formalizando esta abordagem, temos que a pirdmide possui os niveis 0, ..., L. Em um nivel [, a
piramide possui 2! divisdes em cada dimensdo, o que da um total de D = 2% regides em cada nivel.
Seja I e Iy duas imagens digitais (Sec¢ao 2.1), Hl o histograma de descritores da imagem I no nivel
. O casamento de descritores entre duas regides de duas imagens diferentes é igual ao nimero de
descritores das duas imagens que estejam em uma mesma regiao de um mesmo nivel. O casamento
de descritores de um nivel é igual a soma dos casamentos dos descritores das regioes deste nivel.
Formalizando, o casamento para o nivel [ entre as imagens I7 e Is pode ser calculado:

M 117]2 Zmln Hll )7H§2(2))7

onde D é o niimero de regides em um nivel. Pode-se denotar a equacio acima por M!. Os casamentos
do nivel [ incluem os casamentos que ocorrem no nivel [ + 1. Assim os novos casamentos no nivel
[ sdo dados por M! — M1 paral=0,...,L — 1. A cada nivel sio associados pesos inversamente
proporcionais a largura da célula. No nivel [ associa-se o peso ﬁ Assim, é dado maior peso para
casamentos que ocorrem nos niveis mais altos, menores células. Estes casamentos ocorrem em uma
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regiao espacial menor. A fungao nucleo de casamento de piramides pode ser escrita por:
1 Lo
L _ 0 l
k(D D) = o M +ZWM.
I=1

Repetindo a equagao anterior para cada uma das N palavras visuais do dicionario, o esquema de
casamento das pirdmides espaciais pode ser escrito por:

N
K1, 1) => k"I, I).
n=1

As piramides espaciais tém sido bastante utilizadas em aplicagoes de reconhecimento de objetos.
Véarias vezes as pirAmides sdo utilizadas para definir o descritor final apenas como o histograma
normalizado de frequéncia das palavras visuais em cada nivel. A Se¢do 3.1 propde uma extensao a
pirdmide espacial tradicional com relaxamento da subdivisao dos niveis e da subdivisao em células.
As células de um nivel [ nao precisam ser necessariamente subdivisoes das células do nivel [ —1. Este
trabalho propoe ainda um relaxamento nas fronteiras das células podendo existir uma sobreposigao
nas regioes de fronteira entre duas células consecutivas. A ideia é que a melhor configuracdo de
divisao espacial pode ser encontrada durante as etapas de treinamento e validagao e, assim, a divisao
espacial se adaptaria & forma dos objetos cujo modelo esta sendo criado. O trabalho de [ZM10]
propos efetuar as divisdes espaciais de uma maneira diferente, utilizando coordenadas polares e com
ganho de desepenho, segundo os autores, em reconhecimento de objetos. A Secdo 3.3 propoe uma
divisao espacial da imagem centrada em um ponto e com circulos concéntricos e esta divisao se
mostra bem mais robusta a variagoes na rotagao das imagens que a divisao espacial tradicional.

A Figura 2.5 mostra um exemplo do uso da pirdmide espacial para composigao do descritor final
da imagem. A pirAmide espacial utilizada possui 2 niveis: 1 célula no nivel 0 e 4 células no nivel 1.

2.5 Categorizacao Refinada

Categorizacao refinada é a categorizagdo de objetos que pertencem a uma mesma classe bé-
sica, por exemplo, diferentes espécies de passaros [YBFF12|. Ainda nao existe uma definigao for-
mal de categorizacao refinada. Em [BWS™10], categorizagao refinada é considerada uma catego-
rizagdo que necessita de uma pericia, conhecimento ou treinamento especial para ser realizado.
Em [MMLM™09]|, a categorizagao refinada de diferentes espécies de artropodes é definida como ex-
tremamente desafiadora e mesmo especialistas treinados tém dificuldade neste tipo de classificagao.
O artigo caracteriza os objetos da base de dados como possuindo grande variabilidade intra-classe
e pequena diferenca inter-classe. Categorizagao refinada é a classificagao de objetos de categorias
que possuem significante similaridade visual. Esta é a defini¢ao utilizada em [NZ06]. O traba-
lho [FOZ™11] situa a categorizagao refinada como um problema que fica a meio caminho entre a
classificagdo de objetos tradicional e a classificacdo de individuos. A falta de uma defini¢cao formal
do problema e as diferentes defini¢oes encontradas na literatura mostram que se trata de um pro-
blema novo que s6 recentemente despertou o interesse da comunidade. O interesse recente se deve,
principalmente, a rapida evolugao de desempenho em tarefas de categorizagdo de objetos basicas,
consideradas mais faceis que o problema da categorizacao refinada. Dai a comunidade se volta a
questoes mais desafiadoras. Neste trabalho, definiremos categorizacgao refinada como a categorizagao
de objetos de uma mesma classe basica que possuem grande similaridade visual entre si.

Este problema é bastante dificil pois objetos de categorias diferentes possuem varias caracteris-
ticas visuais parecidas. Os melhores algoritmos de categorizagdo de objetos ndo apresentam bom
desempenho quando os objetos sdo de uma mesma categoria basica. Algoritmos de categorizacao
trabalham em generalizagoes para classificar os objetos em diferentes categorias. Essas generaliza-
¢oOes, como a abordagem do saco de palavras, perdem informagoes sutis que diferenciam um objeto
de uma categoria de outra categoria muito similar. A categorizacao de objetos de classes muito
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Figura 2.4: Imagem do hotel Burj Al Arab da base de instdncias de monumentos utilizada nesta tese com
pontos de interesse localizados pelo detector SIFT e ilustracdo das etapas da abordagem do saco de palavras.
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Figura 2.5: Imagem do Cristo Redentor da base de instincias de monumentos utilizando uwma pirdmide
espacial de 2 niveis para composi¢ao do descritor final.
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parecidas pode ter aplicagbes reais importantes, como: identificagdo de plantas téxicas em um am-
biente selvagem; identificacao de quais frutas sao comestiveis e quais nao sao ou identificagao de
animais pegonhentos, como serpentes. Todas estas tarefas listadas tém algo em comum: sao inspe-
¢oOes visuais feitas por especialistas, ou alguém especialmente treinado para a tarefa, o que difere
da categorizacao de objetos tradicional que é uma classificacdo visual que qualquer pessoa tem
condigoes de fazé-la. Mesmo uma crianga consegue classificar corretamente as 20 categorias que a
base de dados do desafio VOC Pascal utiliza. A Figura 1.2(b) mostra uma imagem para cada uma
das categorias da base de dados VOC Pascal [EGWT10].

A categorizacdo refinada demanda que o algoritmo consiga discriminar pequenas diferencas entre
classes muito parecidas. A Figura 1.2(c) mostra a dificuldade da tarefa. Sdo mostrados 7 passaros
de 7 categorias diferentes da base de passaros Caltech-UCSD Birds-200 2011. Sao todos passaros do
género Vireo. Uma das hipéteses para o desempenho mediano da abordagem do saco de palavras
para a categorizacao refinada é a generalizagdo ocorrida na técnica quando os descritores locais
sao aproximados ao serem representados por uma palavra visual e também o fato da técnica nao
levar em consideracao que a localizacao espacial dos descritores é uma generalizagao. O saco de
palavras pode utilizar as piramides espaciais ou outro tipo de quantizacao espacial, porém estas
quantizagoes espaciais adicionam informacoes espaciais de maneira grosseira. Estas generalizagoes
do saco de palavras fazem com que diferengas sutis e importantes neste tipo de categorizagao sejam
perdidas e a acuracia final da categorizacao é prejudicada [YBFF12].

Uma alternativa a construgao de dicionarios visuais automaticos é utilizar anotacao humana
de pontos de interesse. Estes pontos de interesse sao anotados por especialistas e sao altamente
discriminantes. A base de passaros Caltech-UCSD Birds-200 2011 [WBW 11| possui anotada para
cada imagem, a localizagdo de até 15 partes diferentes do péssaro, caso estas partes estejam visiveis.
Estes pontos podem ser utilizados na construcao do dicionério visual mais discriminante, ja que sao
pontos localizados em partes importantes dos péassaros. A Secao 5.6.1 descreve esta base de dados
em detalhes.

A base de passaros Caltech-UCSD Birds-200 2011 nao é a tnica utilizada para categorizagao
refinada. O trabalho de [NZ06] utiliza uma base de dados de flores para categorizacgao refinada,
[MMLM*09] utiliza imagens de larvas de mosca para uma categorizagao de objetos muito parecidos.
Alguns trabalhos utilizam ramos de classes similares da estrutura hierarquica de categorias da base
de dados ImageNet [DDST09]. A base ImageNet é a maior base de dados de reconhecimento de
objetos com aproximadamente 18000 categorias. Trabalhos como [DBLFF10] utilizam as categorias
de fungos desta base para desenvolver algoritmo de categorizacao refinada.

Vérias abordagens sdo utilizadas em trabalhos com foco em categorizagao refinada. Entretanto
o problema permanece aberto e nenhuma abordagem se mostrou nitidamente superior as demais. A
utilizagao da abordagem do saco de palavras para categorizacgao refinada é natural, visto que esta
abordagem ¢ o estado da arte em categorizagao de objetos. Trabalhos recentes como [WYYT10]
utilizam uma codificagdo esparsa na construcéo do dicionario para obter um incremento no desem-
penho final da categorizagdo. Outros trabalhos utilizam mais informacoes de anotagbes manuais,
como a utilizagao das partes anotadas na base de passaros Caltech-UCSD Birds-200 2011. Exemplos
de trabalhos que utilizam esta abordagem altamente focada na anotagao manual sao [BWST10]
e [WBPBL11|. Além do alto custo de anotagao destas bases, ja discutido anteriormente, existe ainda
o custo de adaptar o algoritmo desenvolvido para estas bases de dados para resolver o problema em
outra base de dados, ja que ele é dependente das anotagoes manuais especificas desta base.

O artigo que teve o melhor resultado até agora na categorizacao refinada de péssaros da base
Caltech-UCSD Birds-200 2011, pelo que sabemos, é o artigo de [YBFF12|. Nao foi utilizada a
base inteira, mas apenas péassaros do género Vireo (sao 7 categorias diferentes na versao 2011 da
base) e 6 espécies de pica-paus. A escolha por este subconjunto da base de péssaros também foi
feita nos experimentos do trabalho de [FOZ'11] e também foi utilizada na parte experimental
deste trabalho descrita na Segdo 5.6.2. O trabalho de [YBFF12| utilizou uma técnica baseada no
casamento de modelos, uma abordagem diferente dos trabalhos anteriores. Um nimero grande de
modelos é gerado a partir das imagens do conjunto de treinamento. Estes modelos sao retangulos de
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altura e largura aleatérios. Uma imagem de teste é representada pelas notas de casamento entre elas
e os modelos gerados. O algoritmo de casamento de modelos foi proposto nos trabalhos [HCIT12]
e [HHCT11] e utiliza as cores em formato RGB e o gradiente da imagem. Cada modelo ¢ utilizado
em varias escalas diferentes. Esta série de casamentos forma um mapa de respostas e deste mapa
de respostas calcula-se um vetor de caracteristicas com 7 dimensoes:

1. Maior valor do mapa;
2. Segundo maior valor do mapa;
3. Terceiro maior valor do mapa;

4. Maior valor da regiao I (o mapa de respostas é dividido em 4 quadrantes, numerados a partir
do quadrante superior direito em sentido horario);

5. Maior valor da regiao II;
6. Maior valor da regiao III;
7. Maior valor da regiao I'V.

Existe uma restricado quanto aos maiores valores do mapa: eles devem estar afastados a uma distancia
de um décimo da largura ou altura, o que for menor. A representacao final da imagem de teste é
a concatenagao destes resultados para cada modelo e para cada escala. A dimensao final do vetor
de caracteristicas é igual a Numero de Modelos x Numero de Escalas x 7. A representacdo da
imagem é redundante visto que inimeros modelos possuem sobreposicdo de regiao. Além disto,
existem modelos que nao possuem elementos discriminantes. O classificador SVM tende a ter um
super ajuste aos dados de treinamento para descritores com nimero muito grande de dimensoes.
A dimensao do descritor final neste trabalho tem perto de 900000 dimensoes. Para evitar isto, o
artigo propde usar varios classificadores SVM. Um método derivado do bagging [DHS01] é proposto
pelo artigo para utilizar partes diferentes do conjunto de treinamento e combinar os resultados dos
classificadores.

2.6 Descritores

Esta secao descreve os descritores utilizados neste trabalho.

2.6.1 SIFT

A Transformada Caracteristica Invariante a Escala ou SIFT, da sigla em inglés de Scale Invariant
Feature Transform, é o descritor mais utilizado atualmente, contando com suas variagoes. Ele foi
introduzido por [Low99|. O SIFT ¢é formado por uma regido da imagem localizada pelo detector de
pontos de interesse e por um descritor associado a esta regidao. Ambos, detector e descritor, podem
ser utilizados separadamente [RW08]. Um dos objetivos do detector de pontos de interesse do SIFT
é encontrar pontos de interesse reconheciveis em diferentes visdes e escalas [Low04]. Seja I uma
imagem digital e I(z,y) ¢ a amplitude de I no ponto (z,y) € E (Segao 2.1). Para encontrar estes
pontos, é necessario construir um espaco escala utilizando um niicleo gaussiano:

L(z,y,0) = g(x,y,0) x I(x,y),

P . . 1 —(22+4?)
onde g(,y, o) ¢ um nicleo gaussiano g(v,y,0) = 5-—=erp(—5
Uma maneira efetiva de encontrar pontos de interesse estaveis, invariantes a escala e a diferentes

pontos de vista ¢ detectar extremos locais em uma diferenga de gaussianas (DoG) [VFO08|:

) e * ¢ o operador de convolugao.

DoG(x,y,0) = L(z,y, ko) — L(z,y,0).
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Um grande ntimero de pontos de interesse gerados possuem contraste baixo ou sao localizados
em bordas. Estes pontos sao eliminados. O proximo passo é localizar a orientagao 6 e a magnitude
m do gradiente para cada pixel na vizinhanga do ponto de interesse:

L($ay+ 1’0-) _L('Iay_ 1’0-)
L(:’U+ 173/’0-) 7L('I - 173/’0-)

0(z,y) = tan"1( )5

( ) L(fﬁay—Fl,U) —L(CC,y— 1)0)
m\x = .
Y L(x—i—l,y,a)—L(x—l,y,a)

Um histograma com as orientacoes é computado. Pesos para as magnitudes e uma funcao gaus-
siana circular sdo aplicados para o computo deste histograma. O pico do histograma é a orientagao
dominante. Se existir mais de uma com pelo menos 80% do valor do pico, um novo ponto de interesse
é criado com a nova orientagdo e na mesma posicao e escala do ponto de interesse original.

A vizinhanga do ponto de interesse é dividida em regides 4 x 4. Cada area tem um histograma
de 8 intervalos de orientagao. O descritor final é a concatenagao dos histogramas, o que totaliza 128
dimensoes (4 x 4 regides x 8 intervalos de orientagoes).

O descritor SIFT tem uma motivagao biologica [Trel0]. Observagoes bioldgicas tém mostrado
que os neurbnios no coértex visual tém uma resposta maior para algumas orientagoes de gradiente
em particular. A Figura 2.6 mostra graficamente alguns dos parametros levados em consideragéo no
célculo do descritor SIFT. Um descritor SIFT é uma regiao circular (com seu ponto central (z,y)
e um raio, que ¢ a escala s) juntamente com a orientagao 6 [VF08]. A Figura 2.6(a) mostra os
pardmetros que compdem o descritor SIFT, regido circular formada pelos parametros x, y e raio s
e a orientagao 0. A Figura 2.6(b) mostra as 16 regides com os histogramas espaciais de orientacao
em 8 intervalos que compoem o descritor final SIFT.

Uma variacao do SIFT tradicional aplica o descritor em pontos aleatérios ou em uma grade
densa de pontos sobre a imagem |[NJT06].

2.6.2 PHOW

O Histograma Piramidal de Palavras Visuais ou PHOW do inglés Pyramidal Histogram of Vi-
sual Words é um descritor baseado no SIFT introduzido em [BZMO07a]. Ele usa uma grade densa
de pontos na imagem e calcula, para cada ponto, o descritor SIFT usando uma ou mais escalas
diferentes. Para cada ponto o descritor SIFT pode ser aplicado em cada um dos 3 canais RGB
perfazendo 384 (128 dimensdes do SIFT x 3 canais do espago de cor RGB). O PHOW foi original-
mente proposto para ser utilizado em piramides espaciais descritas na Segao 2.4. Em [WYY™10],
o descritor PHOW ¢ citado como um dos melhores descritores para aplicacoes de reconhecimento
de objetos.

2.6.3 SURF

O descritor chamado de Caracteristicas Robustas Aceleradas ou SURF, da sigla em inglés de
Speeded Up Robust Features, ¢ um descritor invariante a escala e a rotagdo proposto em [BTVGOG6].
Como o SIFT, ele consiste de um detector de pontos de interesse e de um descritor. O detector
é uma aproximagao da matrix de Hessian [MS01| que usa imagem integral [VJO1]. O descritor é
baseado na resposta da ondaleta de Haar [GWO02| e usa apenas 64 dimensoes no vetor final. Os
autores dizem que o descritor SURF é mais robusto e tem um custo computacional menor quando
comparado ao SIFT.

2.6.4 PHOG

O Histograma Piramidal de Gradientes Orientados ou PHOG, da sigla em inglés de Pyramidal
Histogram of Oriented Gradients, ¢ um descritor baseado no HOG (Histograma de Gradientes
Orientados ou em inglés Histogram of Oriented Gradients). O HOG foi proposto por [DTO05].
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Figura 2.6: Grdficos mostrando os principais pardmetros levados em considera¢ao para calcular o ponto de
interesse SIFT e o descritor SIFT. O histograma das orientacoes com 8 intervalos mostrado na primeira
regido da Figura 2.6(b) é calculado em cada uma das 16 regioes utilizadas no computo do descritor.

PHOG ¢é uma adaptagdo do HOG proposto em [BZMOT7b] para ser utilizados em diferentes niveis,
construindo uma piramide espacial. A piramide espacial foi descrita na Segao 2.4. A ideia por tras
do descritor HOG é que um objeto pode ser descrito a grosso modo pela distribui¢ao da orientacao
de seus gradientes. Para calcular o descritor, a imagem ¢é dividida em varias regides chamadas de
células e em cada célula é compilado um histograma da orientacao dos gradientes dentro daquela
célula. A combinacgao de todos estes histogramas forma o descritor final.

2.6.5 LBP

Descritor LBP proposto em [OPH94| bastante utilizado na classifica¢ao de texturas. A imagem
¢é dividida em células com tamanho fixo. Para cada pixel da célula é feita uma comparacao com os
seus 8 vizinhos, em cada comparagao, se o valor do pixel central for maior que o seu vizinho, ele é
marcado com 1, 0 caso contrario. Estas comparagoes criam padroes binarios de 8 digitos para cada
pixel. Um histograma é calculado sobre estes padroes binarios. Os histogramas sdo normalizados e
o descritor final é a concatenagao dos histogramas normalizados de todas as células da imagem.

2.6.6 Histograma RGB

O histograma de cores quantifica quantas vezes um pixel com determinado valor aparece na
imagem [GW02]. O histograma quase sempre é utilizado normalizado para facilitar comparagoes
entre imagens com niimero de pixels diferentes. O histograma RGB utiliza a frequéncia normalizada
em cada um dos canais RGB. Um parametro que foi utilizado é o nimero de agrupamentos dos
valores dos pixels. Estes agrupamentos sao utilizados por canal. Valores de pixels entre 0 e 255 para
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um canal e 16 agrupamentos implica 16 valores para cada canal e 3 canais diferentes, totalizando
48 dimensoes.

2.7 Classificadores

O classificador Maquinas de Vetores de Suporte ou SVM, da sigla em inglés de Support Vector
Machines, foi proposto em [CV95] e é o classificador mais utilizado em problemas reconhecimento
de objetos [Szell]. SVM sao, em sua forma mais simples, classificadores lineares binérios supervi-
sionados. SVM constréi um hiperplano em um espaco multidimensional que divide as duas classes
do conjunto de treinamento. O hiperplano é construido de forma a maximizar a distancia aos pon-
tos dos dados de treinamento mais préoximos de ambas as classes. Qualquer hiperplano pode ser
construido como um conjunto de pontos X que satisfazem:

w.x —b=0,

onde w é o vetor normal do hiperplano e ﬁ o deslocamento do hiperplano em relacao & origem.
A tarefa de aprender uma méquina de vetores de suporte converte-se em um problema de
otimizacao quadratica [SSSS07|. Dado um conjunto de treinamento S = {(x;, y;}*,, onde z; € R"

e y; € {+1,—1}, é necessario encontrar o minimo do problema:

DA 1
min [[wl* + — > 1w (x,y)),
w m
(x,y)es

onde [(w; (x,y)) = max{0,1 — y(w,x)}.

Se os dados nao forem linearmente separavels, é necessario usar o chamado truque do nicleo
que utiliza uma funcéo especial, a fungdo nicleo, que mapeia pontos dos dados em um espaco
de dimensao superior onde os dados sao linearmente separdvels. A fun¢do nucleo depende da na-
tureza do problema. Para resolver o problema de otimizacao, pode-se utilizar o solucionador Pe-
gasos [SSSS07]. A fungdo nicleo mais utilizada em problemas de reconhecimento de objetos é a
qui-quadrada [RT'GO0.

2.7.1 Validagao Cruzada

Sao técnicas utilizadas com o intuito de validar o quao acurado é o modelo criado pelo classifica-
dor. A ideia é dividir o conjunto de dados de treinamento e utilizar parte deste conjunto para criar
um modelo e a outra parte é utilizada para validar este modelo [Koh95]. Os principais métodos de
particionamento do conjunto de treinamento sao:

1. holdout: divide o conjunto de treinamento em 2 conjuntos distintos (treinamento e validagao).
As divisdes mais comuns sao meio a meio entre treinamento e validacao e % para treinamento
e % para validagao.

2. k-fold: divide o conjunto de treinamento em k conjuntos distintos de mesmo tamanho. O
processo de validagao terd k etapas. Em cada etapa, um dos k subconjuntos serao utilizados
para validacao e os outros k — 1 subconjuntos seré utilizado como treinamento. A medida final
¢é a média das medidas atingidas em cada uma das k etapas.

3. leave-one-out: caso especial do k-fold onde k é igual ao tamanho do conjunto de treinamento.

2.7.2 Combinacao de Classificadores

Combinagao de classificadores é uma técnica que usa o resultado de varios classificadores para
obter a resposta final do problema. Ao utilizar varios classificadores e tomar a combinacao de seus
resultados, evita-se que seja utilizado apenas um classificador fraco |[Ponll].

Quanto & arquitetura, os classificadores podem ser organizados de 2 formas:
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e Paralelo: quando os classificadores sdo treinados em paralelo e a combinagao ocorre apds o

treinamento.

e Serial: os classificadores sao treinados de maneira sequencial, o segundo classificador melhora
o desempenho do primeiro e, assim, sucessivamente.

Os principais métodos para criar uma combinagao de classificadores [Ponl11]:

1. Aleatério: o classificador utiliza um subconjunto aleatério do conjunto de treinamento ou o
classificador utiliza algum tipo de inicializagao aleatoria.

2. Os principais métodos para se obter diferentes subconjuntos de treinamento sao:

divisao do conjunto de treinamento em subconjuntos disjuntos;
validagao cruzada no conjunto de treinamento;

escolha de amostras aleatérias do subconjunto de treinamento gerando subconjuntos de
treinamento um pouco diferentes;

combinacao de uma sequéncia de classificadores fracos, apenas um pouco melhores que
a escolha aleatoria, aumentando a acuracia da classificacao final, método chamado de
incremento adaptativo ou adaptive boosting en inglés.

3. Diferentes subconjuntos do vetor de caracteristicas: treinar os classificadores usando subespa-
gos escolhidos aleatoriamente do vetor de caracteristicas.

4. Diferentes subconjuntos do problema: cada classificador resolve um subconjunto do problema
de classificacdo de N classes.

As saidas de um classificador podem ser [Ponll]:

e Rotulo: o classificador retorna o rotulo da classe mais provavel.

e Lista: o classificador retorna uma lista ordenada com os rétulos mais provéveis.

e Nota: o classificador retorna uma nota, probabilidade ou nivel confianca de que o objeto
classificado pertenca a cada uma das classes.

Existem diversas maneiras de combinar os classificadores para ter o resultado final, as maneiras

mais utilizadas sao:

e Minimo: acha as menores notas para cada classe de cada classificador e escolhe a classe com
a maior nota.

e Mdzximo: acha as maiores notas para cada classe de cada classificador e seleciona a classe com

maior nota.

e Produto: multiplica a nota de cada classificador para cada classe e escolhe a classe com maior
produto.

e Soma: soma a nota de cada classificador para cada classe e escolhe a classe com maior soma.

e Meédia: acha a média das notas para cada classe e seleciona aquela com maior média.

e Mediana: acha a média das notas para cada classe e seleciona a classe com maior mediana.

e Votacao: escolha a classe que foi a mais retornada como saida entre todos os classificadores.

e Votagcao com peso: a votagao é multiplicada por um peso calculado durante a fase de validagao
do classificador.
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ECOC

ECOC, do inglés Error-Correcting Output Coding, ¢ um método de combinacao de classificadores
que utiliza classificadores diferentes para solucionar subconjuntos diferentes do problema [Ponll].
Este método foi proposto em [DB95] e é um método que transforma um problema multiclasse em
varios problemas de 2 classes. A estratégia para combinar os classificadores consiste em criar uma
matriz onde cada rotulo possivel de classe representa uma linha e cada classificador binério possivel
representa uma, coluna. Para uma dada coluna j de um classificador h; e uma linha ¢ com rétulo
wi, o elemento 7j da matriz vai ser preenchida com 1 se o classificador h; retornar rétulo 1 para
elementos da classe i e 0, caso contrario. Ao testar um novo objeto, as saidas dos classificadores
formam um codeword. O rétulo cujo codeword apresentar a menor distancia de Hamming em relagao
ao novo objeto, seré o rétulo do novo objeto. A tabela ECOC deve ser construida de tal forma que
evite colunas que tenham alta correlagao entre si e, ainda, que garanta que os codewords sejam
distantes entre si.

A Tabela 2.1 mostra um exemplo com 6 classificadores e 5 classes. O padrao para o rotulo wy é
o codeword 000101, para o rotulo we é o codeword 101001 e, assim, sucessivamente.

hi hy hs hy hs he
wp | 0 0 0 1 0 1
wo | 1 0 1 0 0 1
w3 | 0 0 0 1 1 0
wyg | 1 1 0 0 0 0
ws | 0 1 1 1 0 0

Tabela 2.1: Exemplo de uma tabela ECOC

2.7.3 Selecao de Caracteristicas

Varias vezes, em um aprendizado supervisionado, o melhor resultado possivel é obtido utilizando
apenas um subconjunto das caracteristicas dos dados de treinamento para produzir um modelo. Ou
seja, varias caracteristicas do conjunto de treinamento sao irrelevantes ou redundantes. O problema é
que estas caracteristicas geram um grande custo computacional em todo o processo de classificagao.
Outro problema é que caracteristicas irrelevantes podem gerar um superajuste do modelo aos dados
de treinamento [Aka73|. Menos caracteristicas melhoram a capacidade de generaliza¢ao dos modelos.

A abordagem forca-bruta para selecao de caracteristicas testa todas as combinacbes possiveis
de caracteristicas e escolhe o melhor subconjunto. Obviamente o custo computacional é muito alto.
As abordagens mais utilizadas usam algum tipo de escolha gulosa. O algoritmo selecao adiante
sequencial ou, em inglés, sequential forward selection (SFS), é um dos mais simples algoritmos
gulosos e também um dos mais utilizados. Dado um conjunto de caracteristicas X = {x;|i = 1...N},
0 objetivo é encontrar Y;; um subconjunto de X de tamanho M com M < N que maximiza a fungéo
objetivo J(Y):

Yy = {xi, xi2, ..., wing } = argmax J{x;|i = 1...N}.
M,i
O Algoritmo 1 mostra o algoritmo SFS em pseudocédigo. No passo 1, o algoritmo inicializa um
conjunto vazio de caracteristicas escolhidas. No préximo passo, ele escolhe a melhor caracteristica
nao escolhida até entao que maximize a fungao objetivo. O passo 3 atualiza o conjunto de caracte-
risticas e o passo 4 retorna ao passo 2 até que nao reste mais caracteristicas a serem escolhidas que
melhorem a fungao objetivo.

2.8 Bases de Dados de Reconhecimento de Objetos

Existem varios bancos de dados focados em mensurar algoritmos de reconhecimentos de objetos.
A disponibilidade e a qualidade destas bases de dados sdo um dos fatores que contribuem para o
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Input: X, J
Output: Yy,
Inicialize o conjunto vazio: Yy < {};
k + 0;
Selecione a proxima melhor caracteristica z7 = arg max, gy, J(Yi + 2);
repeat
Yig1 < Vi + a7
k< k+1;
Selecione a proxima melhor caracteristica 2 = arg max, gy, J(Yi + 2);
until J(Yk + x) < J(Yk),
return Y,

Algoritmo 1: Algoritmo SFS

rapido avango da area [Szell|. As bases de dados sao diferentes em alguns aspectos como o nimero
de classes ou o numero de amostras por classe. A base de dados LabelMe [RTMF08| tem uma
ferramenta online interessante que permite que seus usuarios facam novas anotacoes na base. Ela ¢é
composta por imagens (cerca de 12000) e videos (cerca de 19000 quadros de videos). O desafio VOC
Pascal [EGWT10] é uma competigao anual de reconhecimento de objetos. O VOC Pascal apresenta
anualmente uma base de dados e a versao de 2011 apresentou cerca de 11500 imagens rotuladas
em 20 classes diferentes. E um dos mais dificeis bancos de dados de reconhecimento de objetos e
tém se tornado padrao na comparagao de algoritmos de reconhecimento de objetos. A Figura 1.2(b)
mostra uma imagem para cada uma das 20 categorias da base de dados VOC Pascal 2011. A base de
dados Caltech-101 [FFFPO6] tem 101 categorias diferentes. Foi um dos primeiros bancos de dados
com um numero grande de categorias (mais de 100). O principal objetivo é testar algoritmos de
categorizacgao de objetos em situagoes com um numero grande de classes. A base de dados Caltech-
256 |GHPO7] é uma evolucao natural do Caltech-101 com um ntmero maior de classes, imagens
mais dificeis e um ntimero maior de imagens por categoria. A base de dados SUN |[XHE"10] foca,
especificamente, em cenarios diferentes: naturais, exterior ou interior. Tem quase 900 categorias e
13000 imagens diferentes. E utilizada principalmente para testar algoritmos de categorizacdo de
cenas. O ImageNet [DDST09] ¢ a maior base de dados de reconhecimento de objetos disponivel
atualmente. Ela usa uma estrutura hierarquica de um banco de dados léxico, o WordNet [Fel98|.
Ela possui mais de 12 milhGes de imagens em quase 18000 categorias diferentes. Por causa de
sua estrutura hierarquica, alguns ramos da base ImageNet ja foram testados em algoritmos de
categorizagao refinada. A base de dados Caltech-UCSD Birds-200 2011 [WBW™11] é a principal
base de dados especializada em categorizagao refinada e é descrita em mais detalhes na Segao 5.6.1.

2.9 Medidas

Existem varios critérios para avaliar o desempenho de um algoritmo de categorizagao de objetos.
A melhor medida para avaliar um algoritmo vai depender de algumas caracteristicas do préprio
algoritmo, como por exemplo se é feita uma classificagdo binaria ou multiclasse e se o retorno
do algoritmo é um rétulo, uma lista ou um conjunto de notas que definem a probabilidade da
amostra testada pertencer a cada uma das classes da base de dados. A disponibilidade de varias
bases de dados juntamente com seus gabaritos (ground-truths) facilita o processo de mensuragao
dos algoritmos de categorizagao de objetos avaliados.

Utilizando um classificador binario, uma amostra de teste e existindo um gabarito, a amostra
pode estar em uma das quatro situagoes listadas:

e Positivo verdadeiro ou TP, do inglés, true positive: uma amostra é corretamente classificada
como pertencente ao conjunto positivo.

e Negativo verdadeiro ou TN, do inglés, true negative: uma amostra é corretamente classificada
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como pertencente ao conjunto negativo.

e Positivo falso ou FP do inglés false positive: a amostra é incorretamente classificada como
pertencente ao conjunto positivo.

e Negativo falso ou FN do inglés false negative: uma amostra é incorretamente classificada como
pertencente ao conjunto negativo.

Feitas estas medidas com o conjunto de amostras de teste, é possivel calcular algumas medidas.
A primeira delas é a acurdcia (acc). Acuracia é o percentual de classificagao correta total do conjunto
de amostras (conjunto positivo e conjunto negativo) e ¢ calculado pela seguinte formula:

TP+TN

S T PYTN+ FP+FN’

a principal desvantagem desta medida é o fato dela ser muito afetada pelos resultados no conjunto
negativo. Suponha uma situagao com 10 amostras no conjunto positivo e 990 amostras no conjunto
negativo, e que o algoritmo avaliado retorne sempre que a amostra nao pertenca ao conjunto positivo
em todas as 1000 amostras avaliadas. A acuracia nesta situacao seria de 99% e daria a falsa impressao
de se tratar de um bom algoritmo apesar de ter classificado incorretamente todas as amostras do
conjunto positivo.

As proximas medidas tentam avaliar o algoritmo desprezando o peso de classificar corretamente
o conjunto negativo e com isto dar maior énfase na classificacao correta do conjunto positivo e em
classificagoes erradas. A precisao (prec) mede a fragdo das amostras marcadas como positivas pelo
algortimo que realmente pertencem ao conjunto positivo:

TP

prec = 7TP—|—FP

A recuperagao (rec) mede a fracao do conjunto positivo que foi encontrado pelo algoritmo:

TP

T TPYEN

A precisao mede a confianca que se tem no algoritmo. Qual o percentual das amostras que ele
marcou como positivas que realmente sao amostras positivas segundo o gabarito. Ja a recuperacgao
mostra qual o percentual do total de amostras positivas do gabarito foram reconhecidas pelo algo-
ritmo. Geralmente existe um dilema entre estas duas medidas. Ao escolher uma parametrizagao que
privilegie uma das duas medidas, a outra, quase certamente, sera prejudicada. A Figura 2.7 mostra
o dilema entre as duas medidas, através da curva precisio x recuperacdo. E um grafico utilizando
as medidas precisao e recuperacao. O grafico ideal seria aquele com precisao igual a 1 e recuperagao
igual a 1. Ou seja, todos os valores que o algoritmo classificou como conjunto positivo sao realmente
pertencentes ao conjunto positivo e nenhuma amostra foi classificada incorretamente. O gréfico
usual mostra o dilema entre a precisao e a recuperacgao. Geralmente, ao obter uma precisao alta, a
recuperagao vai ser baixa (Ponto A da figura). Ou seja, todos os valores marcados pelo algoritmo
como pertencentes ao conjunto positivo realmente sao do conjunto positivo. Por outro lado, varias
amostras do conjunto positivo nao foram marcadas como tal. Na outra ponta, ao se obter uma recu-
peragao alta onde todas as amostras do conjunto positivo foram recuperadas, a precisao geralmente
¢ baixa (Ponto B da figura). Varias amostras foram incorretamente marcadas como pertencentes
ao conjunto positivo: aumentando o nimero de falsos-positivos e diminuindo a precisao.

O método para tracar o grafico de precisao X recuperacao é o seguinte: o algoritmo retorna para
cada amostra a probabilidade daquela amostra pertencer ao conjunto positivo. Ordena-se as proba-
bilidades da saida do algoritmo em ordem decrescente. Para cada amostra que realmente pertencente
ao conjunto positivo, calcula-se o valor da precisao e da recuperagao. Divide-se a recuperagao em
intervalores regulares, geralmente 10, r; € {0,0;0,1;0,2;0,3;0,4;0,5; 0,6;0,7;0,8;0,9; 1,0}. A precisao
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Figura 2.7: Grdfico precisao X recuperacao.

¢ entao calculada para cada r; seguindo a seguinte formula:
Prec(rj) = max,;<y<r;,, Prec(r),

ou seja, a precisao no ponto r; é a maior precisao calculada entre r; e r;41.

Uma outra medida é a precisao média que é a média das precisoes obtidas em cada ponto a que
uma amostra pertencente ao conjunto positivo é retornada. Uma maneira de calcular a precisao
média ou AP do inglés average precision é calcular a area sob a curva precisdo X recuperacao. Este
¢ o método utilizado no desafio VOC Pascal [EGWT10)].

Tirando-se a média das precisdoes médias, geralmente obtidas em classes diferentes de uma base
de dados, temos uma outra medida. Também conhecida pela sigla em inglés MAP de Mean Average
Precision.

Em uma classificacado multiclasses, quando o algoritmo retorna apenas o rotulo da classe mais
provével, pode-se mostrar o resultado utilizando uma matriz de confusao. Matriz de confusdo é uma
tabela que facilita a visualizacdo do desempenho do algoritmo. A matriz é quadrada, possuindo uma
linha e uma coluna para cada classe possivel do banco de dados utilizado. As colunas representam
as classes preditas pelo algoritmo e as linhas as classes do gabarito. Se uma amostra pertence a
classe 1 do gabarito e foi classificada como pertencendo a classe 2 pelo algoritmo, a posigao linha 1,
coluna 2 é incrementada em 1. A diagonal da matriz mostra os acertos do algoritmo e as posicoes
fora da diagonal, os erros. A Tabela 5.16 mostra um exemplo de matriz de confusao utilizada nos
experimentos deste trabalho.

2.10 Morfologia Matematica

A granulometria morfologica foi proposta por [Mat75] para caracterizar imagens granulares.
A ideia é pensar na imagem como uma colecdo de graos que sdo peneirados por uma cole¢ao
de peneiras [BDFBT01]. A primeira peneira possui uma malha com furos bem pequenos. Assim,
apenas graos que tenham tamanho e forma adequados irdo passar pela malha da primeira peneira.
As proximas peneiras possuem malhas com formato similar e tamanhos maiores e, sendo assim,
a medida que o tamanho dos furos nas malhas das peneiras aumentam, mais graos passarao pela
malhas. Este processo continua até que nao restarao graos na colecao original [DL03]. A quantizagao
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da taxa com que os graos passam pela malha das peneiras produz uma distribuigdo numérica
que caracteriza a textura e formato da imagem [New91|. Granulometrias sao implementadas por
aplicagOes sucessivas de aberturas morfologicas usando uma sequéncia de elementos estruturantes
convexos crescentes como circulos, quadrados ou losangos.

A Morfologia Matematica (MM) ¢ um ramo da analise nao-linear de imagens desenvolvida
inicialmente por [Mat75| e [Ser82|. Eles trabalharam com mineralogia e petrografia na FEcole
des Mines de Paris, Franga, na década de 60. O objetivo de seus trabalhos eram caracterizar
propriedades fisicas de alguns materiais. Eles desenvolveram uma anélise quantitativa de imagens
que mais tarde passou a ser conhecida como Morfologia Matematica. A MM também pode ser vista
como uma sélida teoria algébrica que estuda transformagoes em reticulado completo [BB93]. A ideia
bésica é inspecionar as estruturas geométricas presentes em uma imagem, medindo como pequenos
padroes geométricos se casam ou nao na imagem principal [DL03|. Variando a forma, tamanho e a
localizagao destes padroes, chamados de elementos estruturantes, é possivel extrair caracteristicas
numeéricas ateis.

A Secao 2.10.1 introduz algums definigbes necessarias a definigdo de granulometria no arcabougo
da MM.

2.10.1 Definicoes Preliminares

Seja B subconjunto de £, b uma funcao de B em Z, b é chamado de fungao estruturante e B de
elemento estruturante (EE) que é um pequeno conjunto usado para inspecionar imagens [S0i02]. Um
EE de duas dimensoes é chamado de EE plano e um EE com 3 dimensoes é chamado de nao-plano
ou volumétrico. A aplicacao de EE planos é mais intuitiva e o custo computacional é menor que a
aplicacao de EE volumétricos. EE sao definidos pelo seu formato, tamanho e um ponto que define
a origem do EE e EE volumétricos possuem, ainda, pesos ou niveis de cinza.

Sao apresentados alguns conceitos basicos necessérios as definigdes das operagoes morfologicas.
Para as definicdes que seguem, assume-se que E € Z x Z, K € ZT, f,g € K® e (z,y) € E.

Seja h = (hg, hy) € E um vetor, a transla¢do horizontal de f por h, fp,, é definida por:

fn(@,y) = f(z = hayy — hy). (2.1)
A translacao vertical de f por v € K, denotada f + v, é definida por:
(f +o)(=,y) = f(z,y) +v. (2.2)

Denota-se por Dom(f) e Dom(g) os dominios das fungbes f e g, respectivamente.
Sejam f,g € K, diz-se que f < g:

o se f(z,y) < g(z,y) V (z,y) € Dom(f) U Dom(g),
e se (z,y) € Dom(f), mas (z,y) ¢ Dom(g) = g(z,y) = —o0,
e se (z,y) € Dom(g) e (z,y) & Dom(f) = f(x,y) = —oo.

O infimo das funcoes f e g é uma funcdo em KT definida por:

(f ANg)(x,y) = min{f(x,y),9(z,y)}, para (z,y) € E. (2.3)

A definicdo dual do infimo é o supremo das funcdes f e g é uma funcdo em K™ definida por:

S
B z,y se (x,y) € Dom(f) e (z,y om(g),
(Y 9wy = oz ) se (r,y) € Dom(g) e (x,y) ¢ Dom(), Y
nao definido se (z,y) & Dom(f)U Dom(g).
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A negagdo de uma fungédo f é denotada por f¢ e é definida por:

fc(x7y) - _f(xvy)a para (.’L',y) € Dom(f) (25)

A reflezio f de uma funcéo f é dada por:

f(xv y) = f(—$, _y)7 para ($,y) € Dom(f) (26)

A subtracao com saturacao entre duas funcoes f e g é dada por:

o o f(xvy)_g(may) s€ f($ay) Sg(x’y)a
(f—9)(z,y) = { 0 caso contrario. (27)
A adi¢ao com saturac¢ao de duas fungoes f e g é definida como:
_J f@y) +g(zy)  se fzy) +g(z,y) <k,
(F+9)(e) = { k=1 se f(z,y) +g(z,y) >k, (28)

onde k — 1 é o maior valor do contradominio de f e g.
A diferenca simétrica entre as fungoes f e g é denotada por:

flx,y) = g(e,y) = (f(@,9) — g(z,9) V (9(2,y) — f(2,9)- (2.9)

Seja B um subconjunto de [E e b uma funcao de B em 7, B é chamado de elemento estruturante
e b de funcao estruturante.

Para definir dilatacao e erosao de uma imagem digital f (definigdo na Se¢ao 2.1) por um elemento
estruturante b, ¢ necessario definir algumas novas operacoes. Seja -+ uma operacio definida em K x Z
para 7, para, qualquer t € K e v € 7Z:

0 se t=0,
(AR R :2 iig 2 égﬁg’g k, (2.10)
k se t>0 e t4+v>k.
De maneira analoga, pode-se definir a operacao — como:
0 se t<k e t—v<0,
£y = t—v se t<k e 0<t—v<k, (2.11)

k se t<k e t—v>k,
k se t=kE.

Com as duas novas operagoes é possivel definir as operagoes de erosao e dilatagdo. A erosao da
imagem f pelo elemento estruturante g é definida como:

(f ©9)(x,y) = min{f(2)=g(zy)(2) | z € Dom(g(z,)) N Dom(f)}. (2.12)

A dilatagdo de f pelo elemento estruturante g é definida como:

(f ® 9)(x,y) = maz{f(2)+9(zy)(2) | 2 € Dom(g(zy)) N Dom(f)}. (2.13)

A abertura morfologica é a composigao trivial de erosao e dilatagao. Ela é implementada erodindo
uma imagem e usando o mesmo EE para dilata-la. Algumas partes da imagem sdo recuperadas,
porém, partes, em que o EE nao se encaixam, sao eliminadas pela erosao e nao sao mais recuperadas.
A abertura é definida como:

fob=(fob @b (2.14)

Fechamento é também uma composi¢ao de erosao e dilatagdo e é a operacao dual da aber-
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tura [DLO3]. A dilatag@o é seguida por uma erosao usando o mesmo EE e é definida por:
feb=(f®b)ob (2.15)

A dilatagao de uma imagem por um EE que contém a sua propria origem fara com que esta
imagem se expanda continuamente a cada nova dilatacao. Por vezes, pode ser interessante limitar
este processo de expansao e para isto pode-se utilizar um marcador que limite a expansao da imagem
original [DLO03|. A dilatagao de f pelo EE b condicionada ao marcador g é definida por:

FO b= (f@b)Ag. (2.16)

A seqiiéncia de n dilatagbes condicionais utilizando o marcador g é chamada de dilatacdo geo-
désica de tamanho n e é definida por:

(f By b)n = (((f By b) By b) By - Dy b) . (2-17>

n vezes

Aplicando dilatagoes condicionais até a estabilidade, temos a operagao de reconstrucdao inf-
geodésica:

ngb = (f Og b)oo7 (2-18>

onde oo é usado para indicar a aplicagao do operagao até a estabilidade.
De modo dual, define-se erosao condicional, erosao geodésica de tamanho n e reconstrucao sup-
geodésica por, respectivamente:

fegb=(fobVy, (2.19)
(f Oy b)n = (((f Sy b) Oy b) Og - Oy b), (220)
FVgb = (f @, b)>. (2.21)

O gradiente de uma imagem pode ser calculado utilizando as operagoes morfoldgicas basicas. O
gradiente morfolégico externo é calculado pela sequinte féormula:

gradg*(f) = (f @ g) - f, (2.22)

onde b é um EE, geralmente circular, que contém a origem.

2.10.2 Definigao de Granulometria Morfolégica

Granulometria é a familia de transformagoes de imagens {1} dependentes do pardmetros t,
com t > 0 e as seguintes propriedades sao satisfeitas [Vin00, BDS00]:

e Vit > 0,1, é crescente. Yy é crescente se X C Y, entdao ¢ (X) C ¥ (Y);
e Vi > 0,1, ¢ antiextensivo. 1 é antiextensivo se ¥ (X) C X;
o Vi >0,v>0,9thy = hytfr = wma:t(t,v);

Da dltima propriedade, tem-se a transformacao idempotente: ¥ty = 1y;

Invariante a translac¢ao: (X + a) = ¥(X) + a;

Para t = 0,¢(X) = X.

Em |[Mat75], caracterizou-se granulometrias baseadas em aberturas morfologicas. Os EEs usados
na familia de aberturas devem ser convexos.

Yi(X) = X otB, (2.23)



34 REVISAO BIBLIOGRAFICA 2.10

onde B ¢ um EE convexo e é chamado de gerador da granulometria [DLO03|, tB = {tb|b € B}
et >0.Set >wv >0, entao tB é vB-aberura, ou, tB o vB = tB. Entao, para uma imagem
X, (X otB) C (X ovB). Enquanto ¢ aumenta, X o tB diminui e para ¢ suficientemente grande,
X otB =1.

Seja Q(t) a area, no caso binario, ou o volume, no caso de niveis de cinza, que permanece
na imagem apos a aplicacao da abertura por tB. Entdo, para imagem X, Q(0) = v[X], onde
v[X] denota a area ou volume da imagem X se X é uma imagem binaria ou uma imagem em
niveis de cinza, respectivamente. (t) é chamada distribuicao de tamanhos |DL03, BDFBT01]. A
distribuicao normalizada de tamanhos mantém os valores da fungao entre 0 e 1 e mede quanto da
area ou volume totais sumiram da imagem original até ¢: ®(t) = 1 — %. A derivada de ®(t) é
uma fungao densidade probabilidade e é conhecida como padrao de espectro. O padrao de espectro
é importante para caracterizar uma imagem. A granulometria pode ser calculada globalmente ou
localmente usando uma janela [DL03|. Para o caso discreto, o padrao de espectro PS(t) pode ser
calculado como:

PS(t) = d(t+1) — d(1). (2.24)

[DKP89| usou granulometria para segmentar imagens de sensoriamento remoto. Classifica¢ao de
textura foram feitas utilizando granulometria em vérios trabalhos, como em [New91, KGM11]. De-
teccao de rodovias em imagens ortoretificadas de sensoriamento remoto foram feitas em [ZMB99).
Em [BDFBT01], foram feitas classificagoes de diferentes tipos de solos, usando caracteristicas
extraidas da caracterizacao dos graos utilizando granulometria morfolégica. Neste trabalho, é pro-
posto um novo descritor que utiliza a granulometria morfoloégia de um modo diferente, aplicando-a
no mapa de bordas e construindo modelo de objetos para ser aplicado em categorizacao de objetos.
Este descritor é descrito na Secao 3.2.



Capitulo 3

Desenvolvimento

Este capitulo descreve as técnicas propostas neste trabalho. A primeira destas técnicas, descrita
na Secao 3.1, é um incremento & técnica do Casamento de Piramides Espaciais ou SPM da sigla em
inglés de Spatial Pyramid Matching. Neste trabalho, algumas restrigoes propostas por [LSP06], no
artigo original, foram relaxadas, o que torna a técnica mais adaptével a uma categoria especifica
durante a etapa de treinamento. A Secdo 3.2 descreve um descritor baseado na aplicacao da granu-
lometria morfol6gica no mapa de bordas de uma imagem. Modelos para aplicagoes de categorizagao
de objetos podem ser criados utilizando este descritor com desempenho similar aos descritores tra-
dicionais da area. Outros dois descritores também sao propostos: um baseado em um histograma
normalizado de padroes 3 x 3 e o outro gerando uma colegao de imagens binarias a partir da ima-
gem original em niveis de cinza e aplicando granulometria morfolégica em cada uma destas imagens
binarias. Finalmente, a Segao 3.3 descreve as Piramides de Regides Circulares Concéntricas (PRCC)
que é uma nova maneira de dividir espacialmente uma imagem mantendo o ganho de desempenho
das piramides espaciais retangulares e aumentando a invariancia & rotacao dos objetos presentes na
imagem. O contetado desta se¢ao foi publicado em [LH13b|. Os contetdos das se¢oes 3.1 e 3.2 foram
publicados em [LH13a, LH11b].

3.1 Quantizacao Espacial Flexivel

As piramides espaciais de |[LSP06] (Se¢ao 2.4) introduziram informagoes espaciais & abordagem
do saco de palavras (Segao 2.3) incrementando o desempenho final da técnica em aplicagoes de
reconhecimento de objetos. Neste trabalho, é proposta uma nova quantizagao espacial sem algumas
restrigdes do artigo original.

A primeira restricao eliminada é em relacdo aos niveis e ao nimero de regides em cada nivel.
Em |[LSP06], foi proposta uma divisdo onde cada regiao de um nivel sera dividida em quatro regices
no proximo nivel. Em uma pirdmide espacial com 3 niveis, o primeiro nivel comega com apenas uma
regiao. O segundo nivel terd quatro regioes e o terceiro nivel tera 16 regioes. A Quantizacao Espacial
Flexivel (QEF), proposta aqui, ndo possuem este tipo de restrigdo. A escolha do ntimero de niveis
e o numero de regides em cada nivel é livre. As divisdes em cada uma das duas dimensoes da
imagem em um determinado nivel também nao precisam ser idénticas. Assim, pode-se ter niveis
com divisoes como: 3 x 1, 2 x 4, 1 x 2, entre outras. A motivagdo para este relaxamento nas
restricoes originais de divisao de niveis em regioes é tornar a quantizagao espacial mais adaptavel
ao formato dos objetos. Varias configuragoes de QEFs podem ser tentadas durante as etapas de
treinamento e validacao. A ideia é que a configuracdo da QEF que obtenha o melhor desempenho
durante a validacdo de pardmetros seja utilizada na criacdo do modelo final desta categoria de
objetos. A Figura 3.1 mostra imagens de duas classes da base de dados Caltech-101. QEFs com
numero diferente de niveis e ntimero diferente de divisdoes em cada nivel sdo utilizadas em cada
uma das classes. A Figura 3.1(a), da classe dollar _bill, mostra uma nota de um dolar. A imagem
mostra uma divisao espacial com um nivel e 1 x 3 regides neste nivel. Pode-se notar que as regioes
1 e 3 da nota possuem certa simetria. A regiao 2 (central) possui algumas particularidades, como o

35
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(a) Imagem da classe dollar_bill dividida por uma quantizagao espacial com 1
nivel e regides 1 x 3.

(b) Imagem da classe faces easy com uma divisdo espacial de 2 niveis: 1 x 2 e 3 x 1.

Figura 3.1: A figura mostra imagens de duas classes da base de dados Caltech-101 com divisdes espaciais
que exploram a geometria dos objetos.

desenho do rosto de George Washington. Esta divisao pode auxiliar na construgao de modelo para
a classe dollar_bill. O outro exemplo (Figura 3.1(b)) mostra uma imagem da classe faces easy com
uma QEF de 2 niveis. O primeiro nivel mostra regioes 1 x 2 e o segundo nivel mostra regides 3 X
1. Nota-se que as regioes de um nivel nao precisam ser divisoes das regides de um nivel anterior,
restrigdo esta que existia na proposta original. Motivo, também, pelo qual a extensao das pirdmides
espaciais, proposta daqui, nao podem ser chamadas de pirdmides. Nao existe necessariamente uma
ordem crescente de divisdes dos niveis. Assim, preferiu-se adotar o termo quantizacdo espacial. Esta
divisao espacial da Figura 3.1(b) pode auxiliar a construgao de um modelo para a classe, ja que o
primeiro nivel explora a simetria do rosto e o segundo nivel apresenta areas distintas do rosto em
cada uma das regioes do nivel 2: boca na primeira regido, olhos, sombrancelhas e nariz na segunda
regiao e, na ultima regiao, a testa e o alto da cabega.

Outra restrigao do artigo original, eliminada desta nova proposta, é em relagao ao peso associado
com cada nivel. Na proposta original, o peso associado ao nivel [ é ﬁ, onde L é o nimero do
altimo nivel, e [ € {0,...,L — 1}. Ou seja, o peso do nivel é maior quanto maior for o nivel e ele
é inversamente proporcional & largura de uma regiao daquele nivel. As QEFs possuem pesos livres
associados a cada nivel, uma vez que a divisao dos niveis é arbitraria, também é arbitraria a escolha
dos pesos associados aos niveis. A Unica restricdo é que a somatoria dos pesos seja igual a 1. A
ideia é mais uma vez utilizar o periodo de treinamento e validacao para obter os melhores pesos
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associados aos niveis da quantizagao espacial escolhida. A QEF foi proposta para ser utilizada em
um modelo discriminante.

O artigo original propée um esquema de casamento piramidal entre duas imagens onde os
casamentos entre palavras visuais que ocorrem um um nivel maior sao descontados dos casamentos
de um nivel menor. Isto é feito para evitar uma contagem dupla deste casamento. Ainda, como o
peso aplicado a um nivel mais profundo é maior que o de um nivel menor, o casamento que ocorre
em um nivel maior ocorre dentro de uma célula de menor largura entao seria mais importante. O
peso maior aplicado no nivel mais inferior evidenciaria esta maior importancia do casamento em
niveis maiores. Esta proposta de casamento nao é utilizada nas QEFs.

As QEFs utilizam, dentro de um nivel, regioes que podem se sobrepor em suas fronteiras. A
quantificacao desta sobreposi¢ao é controlada por um parametro que determina o nimero de pixels
que uma regiao ird avangar sobre a outra regiao adjacente. Este niimero de pixels serd o mesmo
para as quatro direcbes. A motivacdo para utilizar esta sobreposicao de regioes é diminuir a quebra
de estruturas importantes para discriminacao de imagens que, por acaso, estejam sobre a fronteira
de duas regioes adjacentes. A Figura 3.2 mostra uma imagem da classe umbrella da base de dados
Caltech-101 no canto superior esquerdo, em seguida, no canto superior direito, é mostrado o mapa
de bordas da respectiva imagem. Na parte inferior da imagem, sao mostradas duas divisoes espaciais
do mapa de bordas da imagem original: a primeira, do lado esquerdo, mostra uma divisao em regioes
3 x 1 sem sobreposicao de regides e a segunda, do lado direito, mostra a mesma divisao com uma
sobreposicao de 30 pixels. Ou seja, cada regiao avanga 30 pixels para dentro da regiao adjacente.
Pode-se notar que principalmente a borda inferior do guarda-chuva ficou mais identificavel na divisao
espacial com sobreposicao. Houve uma quebra da regiao de fronteira do guarda-chuva na divisao
espacial que nao teve sobreposicao de regides. A ideia é que a divisdo espacial com sobreposi¢ao
preserva melhor as regides de fronteira entre regides adjacentes e com isto ajuda a construir modelos
de objetos mais eficazes. A quebra abrupta nas regioes fronteirigas prejudica a interpretacao das
formas nestas regices. As QEFs s@o utilizadas em modelos discriminantes do saco de palavras.

A implementagao da QEF foi feita de modo que ela é independe do descritor. Os experimentos
descritos na Segao 5.3 utilizam diferentes descritores em conjunto com as QEFs. Estes experimentos
também mostram que existe uma configuragao ideal de quantizagao espaciais para cada classe. Esta
configuracdo deve ser encontrada durante o periodo de treinamento e validagdo dos parametros.
Em [LH13a|, foi publicado um trabalho descrevendo a QEF e sua aplicagdo em problemas de
categorizacao de objetos e categorizagao refinada de objetos.

O artigo original utiliza a intersec¢ao de histograma na construgdo da funcdo nicleo a ser
utilizado no classificador SVM. No trabalho proposto, o descritor final é construido concatenando os
descritores extraidos em cada regiao de cada nivel. Este descritor final é aplicado a um classificador
SVM com funcao nucleo qui-quadrado que é reportada pela literatura como a fungdo nicleo mais
utilizada em aplicagoes de reconhecimento de objetos [RTGO00].

A Secao 5.2 mostra os experimentos realizados comparando as QEFs com as PirAmides Espaciais
tradicionais propostas pelo trabalho original em uma aplicagao de categorizagao de objetos e uma
base de dados publica.

O Algoritmo 2 mostra o algoritmo em pseudocddigo da QEF. O algoritmo comega inicializando
Vetor Final como vazio. Na proxima linha, inicia-se um lago entre todos os niveis da QEF. Para
cada nivel, calcula-se o nimero de células nas dimensoes 1 (altura) e 2 (largura). Divide-se a altura
da imagem em num _celulasl + 1 pontos igualmente espagados. O mesmo é feito para a largura.
Para cada célula do nivel [, faz-se um corte retangular na imagem, com o tamanho da célula
correspondente. Esta nova imagem é passada como parametro para a funcao que calcula o descritor
(fungao que também foi recebida como parametro). Ao resultado é aplicado o peso correspondente
do nivel [ e concatenado ao vetor final. Ao fim dos lagos, a variavel Vetor Final é retornada.
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Figura 3.2: A figura mostra a imagem de um guarda-chuva (classe umbrella da base de dados Caltech-101),
o mapa de bordas e duas divisoes espaciais. Uma sem utilizar sobreposicio de regioes e outras utilizando-a.

3.2 Descritor GRABED

E proposto, neste trabalho, um novo descritor que usa granulometria morfologica aplicada ao
mapa de bordas. O descritor é chamado de GRABED, do inglés GRAnulometry Based-descriptor
applied in map of EDges ou descritor baseado em granulometria aplicado ao mapa de bordas.
Granulometria morfologica (Segao 2.10.2) é geralmente utilizada em imagens binarias ou em niveis
de cinza para medir a distribuigao de formas e tamanhos [Lef07]. Por ser aplicado ao mapa de bordas,
o descritor mede a orientacao das bordas e também sua extensao ao longo de uma orientagao. Esta
ultima caracteristica o difere do HOG e do PHOG (Segao 2.6.4), por exemplo.

Para computar o descritor, o primeiro passo é produzir um conjunto de familias de EEs. Cada
familia de EEs é usada em uma sequéncia de aberturas morfolégicas produzindo um padrao de
espectro (Segao 2.10.2). A cole¢do de padroes de espectro é utilizada para caracterizar as bordas
(tamanhos e orientagao). Uma familia de EEs é composta por EEs lineares com a mesma orientagao e
tamanhos crescentes. Cada familia produz um padrao de espectro diferente. Um parametro, R, define
quantos angulos diferentes sdo utilizados para rotacionar o EE linear entre 0° e 180°. Por exemplo,
se R = 10, o conjunto de angulos de rotagao é {0°,18°,36°,54°,72°,90°,108°,126°,144°,162°}. O
pardmetro Ly define o tamanho em pixels do primeiro EE de cada familia de EEs. O parametro
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Input: IMG, QEF, Peso, Sobreposicao, Ptr__Descritor

Output: Vetor Final

Vetor Final +

for | + 1 to numero_niveis(QEF) do

num__celulasl <— numero_celulas(QEF,1,1);

num__celulas2 < numero_celulas(QEF,1,2);

lista_pontosl < espacamento_linear(altura(IMG), num _celulasl + 1);
lista_pontos2 < espacamento_linear(largura(IMG),num _celulas2 + 1);
for y <+ 1 to num_ celulasl do

for x < 1 to num_ celulas2 do

retangulo < {lista_pontos2(z) — Sobreposicao, lista__pontosl(y) —
Sobreposicao, lista _pontos2(x + 1) — lista_pontos2(x) + (2 *

Sobreposicao), lista__pontosl(y + 1) — lista_pontosl(y) + (2 x Sobreposicao)};
IMG CROP <« corte(IMG,retangulo);

Vetor < Ptr_Descritor(IMG_CROP);

Vetor Final < Vetor Final + Peso(l) x Vetor;

end

end

end
return Vetor Final

Algoritmo 2: Algoritmo QEF

Mazx_ Axis é usado para computar o tamanho do ultimo EE de cada familia. O tamanho do primeiro
EE de uma familia é Ly. O proximo EE é duas vezes maior. O terceiro EE é duas vezes maior que
o segundo e, assim, sucessivamente. O dltimo EE da familia é aquele que possui tamanho em pixels
maior que metade do parametro Max Auwis. Seja tam(i) o tamanho do i-ésimo EE da familia de
EEs, a extensao em pixels do i-ésimo EE linear de uma familia é:

Lo se 1= 1;

tam(i) = {

2xtam(i—1) sei>1letam(i—1)< M. (3:1)

O mapa de bordas pode ser produzido usando-se o detector de bordas Canny ou a abordagem
morfologica descrita na Segao 3.2.3. Para cada diferente dngulo de orientagao (R angulos diferentes),
o padrao de espectro é calculado de acordo com a Equacao 2.24. O descritor final concatena todos
os padroes de espectros calculados.

A Figura 3.3 mostra as etapas de cédlculo da familia de EEs para uma imagem da classe Fa-
ces_easy da base de dados Caltech-101. A familia de EEs sdo compostos por EEs lineares com
0° de orientacdo e tamanho inicial de 2 pixels. A Figura 3.3(a) mostra a imagem original e a
Figura 3.3(b) mostra o mapa de bordas calculado usando Canny. O total de pixels do mapa de
bordas (9470 pixels) é armazenado para ser utilizado no calculo do padrao de espectro. O pri-
meiro EE tem 2 pixels de tamanho. O resultado da abertura pode ser visto na Figura 3.3(c).
O ntmero de pixels restantes nesta etapa é 3892, PS(1) = 947904# = 0,5890. A Figura 3.3(d)
mostra o resultado da abertura pelo EE linear com 4 pixels de tamanho. O total de 2489 pixels
é contados no resultado, PS(2) = %720489 = 0.1482. As Figuras 3.3(e), 3.3(f), 3.3(g) e 3.3(h)
mostram o resultado da abertura pelo EE linear com tamanho de 8, 16, 32 e 64 pixels, respecti-
vamente, e os padroes de espectro calculados nestes passos sao: 0,1653; 0,0700; 0,0099 e 0,0056.
O resultado da abertura pelo EE linear de 128 pixels é mostrado na Figura 3.3(i). Nenhum pi-
xel permanece nos resultados. O padrao de espectro é calculado como 0,0120 (a fracao dos pixels
que foram eliminados nesta etapa) e a ultima etapa (com EE linear com 256 pixels) ndo é calcu-
lada, neste caso, pois os resultados sempre permanecerao 0. Assim, o algoritmo comeca a calcular
o padrao de espectro da proxima orientacao. O padrdao de espectro para esta familia de EEs é:
{0,5890; 0,1482; 0,1653; 0,0700; 0,0099; 0,0056; 0,0120; 0}. Pode-se notar que a soma dos valores de
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(a) Imagem original da classe (b) Mapa de bordas. (c) Resultados da abertura
Faces_easy. pelo EE linear de 2 pixels de
tamanho.

(d) Resultados da abertura (e) Resultados da abertura (f) Resultados da abertura
pelo EE linear de 4 pixels de pelo EE linear de 8 pixels de pelo EE linear de 16 pixels de
tamanho. tamanho. tamanho.

(g) Resultados da abertura (h) Resultados da abertura (i) Resultados da abertura
pelo EE linear de 32 pixels de pelo EE linear de 64 pixels de pelo EE linear de 128 pixels
tamanho. tamanho. de tamanho.

Figura 3.3: Passos para o cdlculo do padrio de espectro para uma imagem da classe Faces easy. A familia
de EFEs usada para calcular o padrao de espectro tem 0° de orientacao.

um padrao de espectro é igual a 1.

Duas extensoes do descritor basico sao propostas. A primera é a utilizacdo de multiplas escalas.
A primeira escala usa a imagem em seu tamanho original e as proximas escalas reduzem o tamanho
original da imagem por fator F' e assim sucessivamente. A ideia é modelar estruturas morfoldgicas
de diferentes escalas de detalhes. Para cada escala, o descritor explanado no ultimo paragrafo é
calculado. O descritor de cada escala é concatenado. A Figura 3.4 mostra a imagem da classe
Leopards da base Caltech-101 em 3 escalas diferentes. Cada escala tem metade do tamanho em
cada dimensao da escala anterior. A outra extensao é o uso em conjunto com as QEFs descritas na
Secgao 3.1.

A Secao 5.3 descreve os experimentos realizados utilizando o descritor GRABED para modelar
categoria de objetos. A descrigdo do descritor GRABED e os experimentos da Segdo 5.3 foram
publicados em [LH13a]. A Se¢ao 5.4 descreve o descritor GRABED utilizado em uma combinagao de
descritores para reconhecimento de instancias de monumentos. Estes experimentos foram publicados
em [LHI11b|.

O Algoritmo 3 mostra a implementacao do descritor em pseudocéddigo. Logo no inicio, a va-
riavel PS que armazena o descritor é inicializada com valor vazio. O algoritmo 4 é chamado na
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Figura 3.4: A figura mostra um exemplo da imagem da classe Leopards em 8 escalas diferentes.

linha seguinte retornando uma lista de EEs com tamanhos comegando em Ly, aumento em 2 vezes
o tamanho do EE anterior até que atinja tamanho maior que metade de Max Axis e orientagoes
formadas por R divisGes entre 0° e 180°. A seguir, para cada escala, calcula-se o mapa de bor-
das utilizando a funcao passada como parametro. Calcula-se a area inicial deste mapa de bordas
armazenando-a na variavel area inicial. Recebe-se uma lista de EEs em ordem crescente de tama-
nho e com uma mesma orientagdao. Os EEs sao aplicados em uma sequéncia de aberturas. A area da
imagem resultante destas aberturas e o percentual de reducao em relagao a area inicial sao, entao,
calculados. Este percentual é armazenado no vetor de retorno PS.

Input: IMG, Num_FEscalas, F, Max _Axis, Lo, R, ptr_borda
Output: PS
PS « 0
lista_  EEs + GERAR_FEFEs(Max Awxis, Ly, R);
for escala <+~ 1 to Num_ Escalas do
IR < redimensionar(IMG, Fescela=1);
MAPA BORDAS < ptr_borda(IR);
area__inicial < area(MAPA _BORDAS);
area__ant = area__inicial;
lista__rotacao < conjunto de R angulos entre 0° e 180°;
for angulo € lista_rotacao do
familia  EFE < lista ordenada de EEs com orientacao angulo;
for FFE € familia_ EF do
10 < abertura(MAPA_ BORDAS, EE);
area_temp < area(I10);

area__ant—area_temp
PS « PS + area__inicial )

area__ant < area__temp;
end

end
end
return PS

Algoritmo 3: Algoritmo GRABED

3.2.1 Descritor PPE

O descritor PPE, do inglés, Pyramidal Patterns of Edges, ¢ um descritor proposto neste tra-
balho com similaridades ao descritor GRABED. O PPE também utiliza uma série de aberturas
morfologicas em seu computo e ele também é aplicado ao mapa de bordas da imagem. A ideia do
descritor é criar um histograma normalizado de todos os padroes 3 x 3 pixels que aparecem no
mapa de bordas de uma imagem. Este histograma normalizado junto com histogramas de outras
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Input: Max Axis, Ly, R
Output: lista_ FEs
tamanhos < ;
l < Lo;
while | < Max Axis do
tamanhos < tamanhos + [;
[+ %2
end
lista_angulos <—conjunto de R angulos entre 0° e 180°;
lista_ EEs + ()
for angulo € lista_angulos do
for tamanho € tamanhos do
EFE + criar EE em forma de linha com tamanho tamanho e orientagdao angulo;
lista EFEs < lista EFEs+ FE;
end

end
return lista  EEs

Algoritmo 4: Algoritmo GERAR_EEs

e 7
B

7[';7/;/;;

-

Figura 3.5: Imagem da base de dados Caltech-UCSD Birds-200 2011 em & escalas diferentes, fator de
redugao 0,7 e seus respectivos mapas de bordas calculados utilizando o detector de bordas Canny.

imagens com mesmo rotulo seria utilizado para criar um modelo daquela categoria. O descritor
utiliza as QEFs descritas na Secao 3.1 e também é aplicado em diferentes escalas, da mesma forma
que o descritor GRABED. Um fator F' ¢ utilizado para redimensionar a imagem inicial gerando
uma imagem em uma nova escala e este mesmo fator é reaplicado gerando uma terceira imagem
com F? do tamanho da primeira imagem. O parametro num _ escalas controla o niimero de ima-
gens em escalas diferentes que s@o utilizadas. Em cada uma dessas imagens, o mapa de bordas é
calculado utilizando o detector de bordas Canny [Can86]. A Figura 3.5 ilustra esta etapa mostrando
uma imagem da base de dados Caltech-UCSD Birds-200 2011 em 3 escalas diferentes com fator de
reducao de 0,7 e seus respectivos mapas de bordas.

Um conjunto de EEs é criado representando cada um dos padroes possiveis em um quadrado
3x 3. O total de padrdes possiveis é 512 = 2°. Para cada mapa de bordas calculado, a area inicial do
mapa de bordas é armazenada. A 4rea no mapa de bordas é igual ao nimero de pixels com valor 1.
Uma colegao de aberturas morfolégicas sao aplicadas ao mapa de bordas utilizando cada um dos 512
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EEs. A area do resultado da abertura é calculada. A fragao entre area do resultado da abertura e a
area inicial é armazenada no vetor de caracteristicas. Para cada escala, calculam-se as 512 aberturas
morfologicas e a aplicacdo de cada abertura resulta em um valor no vetor de caracteristicas. Este
processo se repete para cada regiao de cada nivel na quantizacao espacial utilizada. Utilizando, por
exemplo, uma QEF com 2 niveis (1 x 1 no primeiro nivel e 3 x 3 no segundo nivel) teremos 10 regices
da quantizacao espacial x 3 escalas x 512, o que d& 15360 dimensbes no vetor de caracteristicas.

Devido ao grande ntmero de dimensoes do descritor final e também a presenca de intimeras
caracteristicas redundantes, uma etapa de selegao de caracteristicas é utilizada (Segao 2.7.3). As
caracteristicas redundantes sdo por causa da presenga de EEs que possuem basicamente a mesma
estrutura. Alguns EEs que produzem caracteristicas semelhantes:

100 010 0 01
1 00 010 0 01
100 010 0 01

Utilizando o algoritmo SF'S, as 50 melhores caracteristicas sao selecionadas. O ntmero foi pré-
determinado para diminuir o custo computacional desta etapa. As 10 caracteristicas mais discrimi-
nantes sao listadas abaixo:

111 011 111 0 01 0 11
11 111 1 01 010 01
000 0 01 111 1 11 0 11

011 1 00 0 00 0 01 0 00
1 0 0O 0 0 0 011 1 11
1 11 0 00 0 01 010 1 11

O numero de dimensoes do descritor final, utilizando apenas as 50 caracteristicas selecionadas para
o caso da quantizagao espacial com 2 niveis e 10 regides, é 10 regioes x 3 escalas x 50 caracteristicas
= 1500 dimensoes.

3.2.2 PPD

O descritor PPD, do inglés, Pyramidal Patterns of Disks, é proposto neste trabalho e, ao con-
trario do GRABED e do PPE, nao é aplicado ao mapa de bordas da imagem. Como os outros
descritores, sdo utilizadas varias escalas e a quantizagao espacial flexivel. Dois parametros, F e
num __escala, controlam o fator de redugao do tamanho da imagem e o ntmero de escalas diferen-
tes a serem utilizadas. Outro parametro dita o nimero de agrupamentos dos valores de niveis de
cinza. Este parametro divide os valores de niveis de cinza, que vao de 0 a 255, em intervalos de
mesmo tamanho. Para cada tamanho de imagem e para cada intervalo de agrupamento dos valores
dos pixels, a imagem em niveis de cinza é convertida para binério utilizando o seguinte critério:
pixels com valores que estiverem dentro do intervalo sao convertidos para 1 e os demais pixels com
valores fora do intervalo sdo convertidos para 0. A esta imagem binaria é aplicada uma granulo-
metria morfolégica com elemento estruturante em forma de disco. A primeira abertura do célculo
da granulometria utiliza um EE circular com raio igual ao valor inicial passado por parametro.
A segunda abertura utiliza um EE circular com raio igual a duas vezes o raio do primeiro. Este
processo continua até que o raio dos EEs atinja um valor final, também passado como parametro.
A cada abertura o percentual da drea da imagem, que foi eliminado apds a aplicagdo da abertura
morfolégica, é armazenada no vetor de caracteristicas.

Resumindo, aplica-se uma granulometria com EEs circulares em cada uma das imagens binérias
geradas a partir da imagem original em niveis de cinza e dos intervalos de valores de niveis de cinza.
O descritor final possui tamanho igual ao niimero de aberturas morfologicas aplicadas X o nimero
de intervalos de valores de pixels X o nimero de escalas da imagem x o niimero de regioes da QEF.
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3.2.3 Mapas de Bordas: Canny e a Abordagem Morfolbgica

O mapa de bordas de uma imagem é necessario para o céalculos dos descritores GRABED
(Segao 3.2) e PPE (Segdo 3.2.1). A detecgdo de bordas é um problema fundamental de VC e
existem varias abordagens para detecté-las. Segundo [Can86|, um bom detector de bordas deve
seguir os seguintes critérios:

e Deteccdo: a probabilidade de detectar pontos em bordas reais deve ser maximizada enquanto
que a probabilidade de detectar de maneira incorreta pontos em nao bordas deve ser minimi-
zada.

e Localizacao: as bordas detectadas devem ser tao préoximas quanto possiveis das bordas reais.
o Numero de respostas: uma borda real ndao deve resultar em mais de uma borda detectada.

O método Canny foi proposto em [Can86]. E um dos algoritmos de deteccdo de bordas mais
utilizados. O algoritmo possui 5 etapas:

1. Suavizacao: o algoritmo comega convoluindo a imagem com um filtro gaussiano com o intuito
de suavizar a imagem e diminuir o ruido nos resultados.

2. Encontrar gradientes: o detector de Canny, basicamente, encontra bordas onde a intensidade
em niveis de cinza da imagem sofre uma grande variagao. Estas areas sdo determinadas como
o gradiente da imagem. Sao utilizados quatro filtros para detectar bordas em 4 direcoes
diferentes: horizontal, vertical e nas duas diagonais.

3. Eliminar pontos ndo mdximos: para ter um resultado com bordas finas, os pontos que nao
forem maximos locais sao eliminados dos resultados.

4. Limiar duplo: apds a etapa anterior, sao utilizados dois limiares. Um limiar mais alto é apli-
cado aos resultados e todos os pixels com intensidade maior que este limiar mais alto sao
considerados bordas fortes. Um limiar mais baixo é utilizado para eliminar todos os pixels
com intensidade menor que este limiar mais baixo. Todos os demais pixels, com intensidade
entre o limiar mais baixo e o limiar mais alto, sdo considerados bordas fracas.

5. Eliminacdo de bordas fracas: as bordas fortes sdo confidveis e pertencem as bordas reais.
Séo, entdo, preservadas. As bordas fracas que estdo conectadas a bordas fortes também séo
preservadas. Bordas fracas nao conectadas a bordas fortes tém grande probabilidade de serem
ruidos e serao, entao, eliminadas nesta etapa.

Neste trabalho, o detector de bordas Canny foi utilizado em cada um dos 3 canais do modelo de
cores RGB. Os 3 mapas de bordas calculados sdo somados formando o mapa de bordas resultante.

Foi utilizada também uma abordagem morfolégica para computo do mapa de bordas. Em uma
etapa inicial, sdo aplicados os operados HMIN e HMAX que eliminam, respectivamente, minimos
e maximos locais com valores menores que o pardmetro H passado aos operadores. Os operado-
res HMIN e HMAX séo filtros conexos. Um filtro conexo é um operador crescente que possui a
propriedade de unir regides planas adjacentes em uma imagem. A aplicacdo de um filtro conexo
nunca aumenta o nimero de regioes planas em uma imagem. Todas as regioes planas que aparecem
no resultado de um filtro conexo estavam na imagem original. Outra propriedade importante dos
filtros conexos é a preservagao das bordas da imagem original. Os operadores HMIN e HMAX s&o
definidos por:

HMINg p(X) = (X + H)VpX, (3.2)
HMAXgp(X)=(X—-H)AX, (3.3)

onde V é a reconstrucao sup-geodésica e A é a reconstrugao inf-geodésica (Sec¢ao 2.10.1). O valor
utilizado para o pardmetro H nos filtros conexos HMIN e HMAX foi 30. Esta etapa elimina ruidos
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Figura 3.6: Aplicacdo do detector de bordas Canny e do gradiente morfoldgico externo filtrado por operadores
conezros em duas imagens da base de dados Caltech-UCSD Birds-200 2011.

e diminui o niimero de regides planas da imagem original. Pode-se ver que esta etapa é similar a
etapa de suavizacao do detector de bordas Canny.
Em seguida, um EE em forma de disco com raio 1 é criado e o gradiente morfologico externo é

calculado usando este EE:
grad®'(X) = (X @ B) - X. (3.4)

Como a imagem possui 3 canais de cores no modelo RGB, o gradiente também possui estes
3 canais. Entao, o gradiente resultante é dividido em cada canal, formando 3 mapas de bordas
distintos.

Cada um dos resultados sao convertidos para binario utilizando um limiar. Usou-se limiar igual
a 15 nos experimentos deste trabalho. O mapa de bordas resultante é a adicao dos 3 mapas binérios.
Esta etapa elimina bordas com limiares abaixo do pardmetro passado, similar & etapa de eliminagao
de bordas fracas do detector de Canny.

A Figura 3.6 mostra o mapa de bordas resultante aplicando Canny e aplicando o gradiente
morfologico externo filtrado por operadores conexos. Pode-se notar que o mapa de borda detectador
por Canny apresenta bordas mais finas devido a etapa de eliminagao de pontos ndo maximos locais.
O mapa de bordas produzido pela abordagem morfologica apresenta bordas mais grossas. Pelas
caracteristicas apresentadas, o descritor PPE funciona melhor utilizando as bordas produzidas por
Canny e o descritor GRABED, as bordas produzidas pela abordagem morfolégica.

3.3 Piramide de Regioes Circulares Concéntricas

Uma desvantagem no uso das piramides espaciais é que elas nao sao invariantes a rotagao A
invaridncia a rotagao nao é importante para o reconhecimento de varios objetos como montanhas,
carros, casas, edificios, etc. Estes objetos estao, geralmente, presentes na cena sem variagoes na
rotacao. Contudo, latas, garrafas, sapatos, canetas ou livros sao exemplos de objetos que estao
presentes em uma imagem em diferentes dngulos de rotagao. Para um ser humano, é facil identificar
uma garrafa ou lata independente de sua inclinacao na cena. Porém o reconhecimento de objetos
nao trata estas diferencas na pose do objeto sem um custo.

A Piramide de Regioes Circulares Conceéntricas (PRCC) foi proposta neste trabalho, para substi-
tuir as piramides espaciais tradicionais (Segao 2.4) quando a invarincia a rota¢ao é uma propriedade
desejével. A PRCC é construida com L niveis: sendo que os L — 1 primeiros niveis sdo regioes circu-
lares de raios crescentes centradas no centro da imagem ou em um ponto P, opcional, passado como
pardmetro e o ultimo nivel engloba a imagem inteira. O primeiro nivel utilizado apresenta raio com
tamanho igual a R% da altura ou largura da imagem, o que for menor, onde R é passado como
argumento. O segundo nivel é a regiao circular com raio igual a 2 x R% do menor eixo da imagem e
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onivel [, com [ € [1, L — 1] é uma regido circular com raio igual a I x R% do menor eixo da imagem.
Para l = L, a ultima regiao é a imagem inteira. Cada nivel engloba a area dos niveis anteriores. Para
cada regiao, um conjunto de caracteristicas locais sao extraidas. Descritores locais sao calculados a
partir destas caracteristicas e traduzidos em palavras visuais de um dicionario visual pré-calculado
com N palavras visuais (Secao 2.3). Cada regiao é representada por um histograma normalizado de
frequéncia das palavras visuais que representam os descritores. Seja w; € (0,1) um peso aplicado
aos vetores do nivel ¢ com ¢ € (1,L) e Z{;l w; = 1.

O descritor final do PRCC é a concatenacao dos histogramas de palavras visuais de cada regiao.
Uma méscara circular é utilizada para delimitar as regides circulares da pirdmide. A méascara circular
é calculada utilizando a distancia euclidiana:

1 se /(x—Cy)?2+(y—Cy)? <R,
0 se /(x—Cy)2+(y—Cy)? >R,

mascara = { (3.5)

onde (Cy,Cy) é o ponto central da méscara circular, R é o raio do circulo, z € {0,....,W}, y €
{0,..., H}, W é a largura da méscara e H ¢é a altura da méscara.

A palavra visual utilizada para mapear a regido de fundo, fora da area circular de interesse, é
identificada. A frequéncia correspondente & palavra visual usada para mapear esta regiao de fundo
é excluida do descritor final. Utilizando um dicionério visual de 600 palavras, parametros R = 15 e
L = 4, o descritor final possui dimensao igual a 2396 (=4 x (600 — 1)).

Figura 3.7 mostra uma imagem da classe BACKGROUND __Google da base de dados Caltech-101
e a mesma classe rotacionada em 196°. A segunda linha mostra os gréaficos dos descritores de ambas
as imagens na abordagem do saco de palavras. A préoxima linha mostra os graficos de descritores de
ambas as imagens usando saco de palavras em uma quantizacao espacial em 2 niveis. Cada descritor
totaliza 3000 dimensoes usando o mesmo dicionario visual de 600 palavras visuais. A ltima linha
mostra graficos de descritores usando a PCRR com 2396 dimensdes para cada descritor.

Para calcular a diferenca entre o descritor calculado usando a tradicional abordagem do saco
de palavra acrescido da quantizacdo espacial com regides retangulares e a PRCC, foi aplicada a
distancia qui-quadrada entre os dois descritores finais (da imagem original e da imagem rotacio-

nada). A distancia qui-quadrada entre os vetores = e y com tamanho n é igual a " | %

Para a abordagem do saco de palavras acrescido da quantizagao espacial, a diferenga entre os dois
descritores é 3,4055 e, para a PRCC, a diferenca é 1,2146. Portanto, para uma mesma rotacao, a
PRCC produz uma diferenga menor entre os descritores. A piramide proposta tem 2396 dimensoes
e a quantizagdo espacial usada para comparacao possui 3000 dimensoes. Calculando-se a diferenca
média para cada dimensao, tem-se, para a abordagem da quantizacao espacial com regioes retan-
gulares, 3,4055 + 3000 = 1,1352 x 10~3. Para a PRCC o valor médio da diferenca entre a imagem
original e a rotacionada para cada dimensdo ¢ 1,2146 + 2396 = 5,0693 x 10~%. A PRCC possui
também uma diferenca média menor, para cada dimensao.

Figura 3.8 mostra a mesma imagem da Figura 3.7 e cada regiao usada para calcular o descritor
final.

O Algoritmo 5 mostra PRCC em pseudocodigo. O PRCC recebe a imagem IMG, a variavel
Divisoes com os raios que serao utilizados nas méscaras circulares, a variavel pesos com os pesos
que serao aplicados em cada nivel, um ponto P, opcional, que sera o centro das méascaras circulares
concéntricas e um ponteiro Ptr Descritor para a fungao que calcula o descritor. Para o ultimo
nivel, ndao existe méascara circular e os descritores sao extraidos da imagem inteira. Para os demais
niveis, uma maéscara circular é calculada e aplicada & imagem original. Os descritores sao calculados
utilizando a abordagem saco de palavras. Os descritores sao extraidos na regido da maéascara e o
peso correspondente ao nivel é aplicado. A palavra que mapeia a regiao de fora da méscara circular
¢é identificada. A dimensao correspondente a esta palavra é retirada do vetor de caracteristicas. O
vetor final é a concatenagao dos descritores de cada regiao.

A Secao 5.5 descreve os experimentos realizados utilizando a PRCC onde é feita uma comparacao
da PRCC com a Piramide Espacial e o modelo original do saco de palavras. Estes experimentos
foram publicados em [LH13b|.
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Figura 3.7: Imagem original da classe BACKGROUND _Google da base de dados Caltech-101 e a imagem
rotacionada (196° de rotagdo). A sequnda linha mostra o descritor de cada imagem na abordagem do saco
de palavras com 600 palavras visuais. A terceira linha mostra o descritor de ambas as imagens na abordagem
do saco de palavras junto com uma quantizagao espacial de 2 niveis que totaliza 3000 dimensdes e a ultima
linha mostra os descritores das imagens usando a PRCC com 2396 dimensoes.
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Figura 3.8: A figura mostra a mesma imagem da Figura 3.7. A imagem original da classe BACK-
GROUND _ Google da base de dados Caltech-101 e a imagem rotacionada em 196°. Sao mostradas 4 regides
da PRCC para cada imagem. A primeira coluna mostra a primeira regido circular com raio de 15% da
altura da imagem, a proxima coluna mostra a sequnda regido e assim sucessivamente, até a ultima coluna
que mostra a imagem inteira que € a quarta regidgo utilizada para calcular o descritor final.

Input: IMG, Divisoes, Pesos, P, Ptr _Descritor
Output: Vetor Final
Vetor Final < (;
for | < 1 to numero_niveis(Divisoes) + 1 do
if | = numero_niveis(Divisoes) + 1 then

| IMGR «+ IMG;
end
else
Raio + Divisoes(l);
if P = nulo then

P + centro(IMG);

end
Mascara <+ circulo( P, Raio);
IMGR + IMG *x Mascara;
end
Vetor < Ptr_Descritor(IMGR);
Palavra < palavra que mapeia a regiao de fora da maéscara circular;
Vetor < Vetor — Vetor(dimensao(Palavra));
Vetor Final < Vetor Final + Peso(l) * Vetor;
end
return Vetor Final

Algoritmo 5: Algoritmo PRCC



Capitulo 4

Categorizacao Refinada

Este capitulo descreve o uso das QEFs propostas na Secao 3.1, e dos descritores propostos neste
trabalho na Secao 3.2, juntamente com outras técnicas para a resolu¢ao do problema da categoriza-
¢ao refinada. A categorizagao refinada (Segao 2.5) consiste na categorizac¢ao de objetos pertencentes
a classes muito parecidas. Neste trabalho, foi utilizada a base de passaros Caltech-UCSD Birds-200
2011 (Segao 5.6.1). O método proposto aqui cria um modelo especifico para cada classe testada
utilizando a abordagem do saco de palavras junto com as QEFs, os descritores baseados em aber-
tura morfolégicas e outros descritores usualmente utilizados em aplicagoes de reconhecimento de
objetos. A configuracdo de todos os parametros envolvidos é especifica por classe e calculando a
média de resultados de todas as classes foram obtidos resultados similares aos melhores resultados
reportados na literatura [YBEF12]. A Seca@o 5.6 descreve estes resultados. A ideia de criar um mo-
delo com abordagens e configuracgoes especificas para cada classe a ser testada na base de dados
¢é intuitiva. Quando as pessoas tentam reconhecer objetos bem parecidos, sao os detalhes que vao
identificar unicamente cada objeto. Por exemplo, um gato e uma onga da mesma cor, o tamanho
seria a diferenca entre um e outro. A diferenca entre um cavalo e uma zebra, a padronagem de listas
da zebra diferenciaria uma espécie da outra. O novo método de categorizacao refinada foi publicado
em [LH13a].

4.1 Etapas

O método de categorizagao refinada proposto neste trabalho é dividido em cinco etapas: inicia-
lizacao, geracao de descritores, criacao dos modelos, testes e o calculo das medidas de desempenho.

4.1.1 Inicializagao

Esta é a etapa onde s@o carregadas as parametrizacoes utilizadas e também informagoes da
base de dados, como a localizagdo das imagens, rotulo das imagens, divisao treinamento/teste da
base de dados, anotacdes das partes, caixa envoltéria dos objetos, entre outras. E gerada uma
semente diferente a cada execucao da fung@o de nimeros pseudo-aleatorios do Matlab a partir da
hora do sistema. Assim, a cada execucao, nimeros diferentes sao gerados aumentando o grau de
aleatoriedade das rotinas que dependem disto, como, por exemplo, a selecao dos descritores que
serao utilizados na construcao de um dicionario visual.

Uma rotina opcional durante a inicializagao é a geracao de imagens de treinamento expandidas.
Utilizando uma abordagem similar a |[LF06]|, geram-se novas imagens a partir de transformacoes
nas imagens de treinamento originais, aumentando o ntimero de imagens disponiveis na criagao de
um modelo para classe. Para cada imagem de treinamento, F' fatores de redimensionamento sao
aplicados gerando imagens em tamanhos diferentes. Em cada tamanho, ou se mantém a imagem
ou se aplica uma funcao de espelhamento e, finalmente, R dngulos de rotacdes sao aplicados em
cada um dos resultados da etapa anterior. Para cada imagem de treinamento original, sao gerados
F x 2 x R imagens de treinamento expandidas.
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Figura 4.1: A imagem mostra, no canto superior esquerdo, a foto original da base de dados de um pdssaro
da classe 157 e as fotos sequintes mostram 8 exemplos de imagens geradas pela rotina de gera¢ao de imagens
de treinamento expandidas.

Nos testes da Segdo 5.6, foram utilizados trés fatores de redimensionamento, espelhamento
ou nao da imagem e 9 aAngulos de rotacgdes entre —20° e 20°. Das 389 imagens de treinamento
original, sdo geradas 21006 imagens (389 imagens x 3 escalas x 2 espelhamentos x 9 rotagdes). As
transformagoes foram aplicadas em uma imagem resultante de um recorte feito utilizando a caixa
envoltoria dos passaros. A Figura 4.1 mostra uma imagem original da classe 157 e o exemplo de
oito imagens geradas pela rotina de geragao de imagens expandidas.

4.1.2 Geragao dos descritores

Nesta etapa, sao construidos os dicionarios visuais (Segao 2.3) utilizados e testados na aplicagao
de categorizacao refinada. Dois tipos de dicionérios foram criados: um local e outro global.

e Diciondrio global: é construido a partir de descritores amostrados aleatoriamente, com dis-
tribuigao uniforme, entre todas as classes da base de dados. Este dicionario pode ser utilizado
em uma classificacao binaria ou em uma classificacao multiclasse.

e Diciondrio local: é especifico para uma classe. Metade dos descritores aleatoriamente esco-
lhidos para serem utilizados na construcao do dicionério visual é de imagens rotuladas como
a classe do dicionario e a outra metade dos descritores é escolhida uniformemente entre todas
as outras classes utilizadas na aplicacdo. E necessario construir um dicionario local para cada
classe e este dicionério s6 podera ser utilizado em uma classificagao binéaria. A vantagem é que,
por possuir metade dos descritores vindos de uma tinica classe, ele tem maior probabilidade
de descrever melhor esta classe. A desvantagem dos dicionarios locais em relagao aos globais
é o custo computacional exigido para construi-los.

Por causa do custo computacional de construir dicionarios locais, optou-se por utilizar a abor-
dagem global na construcao dos dicionarios visuais nos experimentos descritos na Segéao 5.6.

A funcéo de construcdo do dicionério recebe como entrada o namero de palavras do dicionario
visual, o niimero de descritores que sera utilizado nesta construcao, qual o descritor utilizado e uma
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variavel que armazena informagoes relativas a base de dados. A partir da varidvel que armazena
informacoes da base de dados, cria-se uma lista das imagens de treinamento. A base de dados possui
um marcador que indica se a imagem deve ser utilizada durante o treinamento ou durante o teste.
Para imagens de mesmo rétulo, a ordem destas imagens é aleatorizada. O descritor é chamado,
passando a imagem como pardmetro e os descritores extraidos sao armazenados em uma matriz.
Este processo continua até que o ntmero de descritores ultrapasse o limite calculado pela razao
nimero de descritores pelo niimero de classes. Ao ultrapassar este limite, a matriz passa a ser
preenchida por descritores da préxima classe até atingir o limite de descritores da tltima classe.
Novamente, a ordem dos descritores é embaralhada e os descritores sao agrupados em N centros
diferentes utilizando o algoritmo k-médias [HE02|, onde N é o nimero de palavras do dicionario
visual. A lista destes N centros forma o dicionario visual. A funcdo de construcdo do dicionario
visual é independente do descritor utilizado que é passado como parametro.
O Algoritmo 6 mostra a fungao de construgdo de um dicionario visual em pseudo-codigo.

Input: bd, num palavras, total descr, Ptr _Descritor
Output: Dicionario
lista_imgs < retorna__imgs_treinamento(bd);
num__descr _por _classe < total _descr/num__classes(bd);
descritores + 0;
for classe < 1 to num_ classes(bd) do
descritores classe < {;
ids _args_classe = retorna__arqs_classe(lista_imgs, classe);
for id_arq < 1 to tamanho(ids_arqs_classe) do
imagem < ler(lista_imgs(id__arq));
descritores _imagem < Ptr__Descritor(imagem);
descritores _classe <— descritores classe + descritores _imagem;
end
if tamanho(descritores classe) > num_descr _por classe then
descritores _classe < subconjunto(descritores classe,num__descr por classe);
end

descritores < descritores 4+ descritores_classe;
end

descritores < aleatoriza__colunas(descritores);
dicionario < kmedias(descritores,num_palavras);
return dicionario

Algoritmo 6: Algoritmo Constroi Dicionério

Construidos os dicionarios visuais necessarios, comeca a geracio das matrizes de descritores. E
gerada uma matriz de descritores para cada descritor visual utilizado. Assim, existird uma matriz
de descritores para o PHOW, por exemplo, onde o ntimero de colunas possui o mesmo nimero de
dimensoes do PHOW e o niimero de linhas é igual ao ntimero de imagens de treinamento. Uma
lista das imagens de treinamento, a lista dos dicionarios visuais disponiveis e um ponteiro para a
funcao que chama os descritores visuais a serem utilizados para a geragao das matrizes sdo passados
como pardmetros para a geracao das matrizes de descritores. A cada imagem, a funcdo que chama
os descritores é chamada junto com a lista de dicionarios. Nesta fungao, ocorre a parametrizagao
da chamada do descritor e a chamada da quantizagao espacial apropriada: SPM [LSP06|, QEF
(Segao 3.1) ou PRCC (Segao 3.3). Nos experimentos deste trabalho, os descritores utilizados na etapa
de geracao sao: PHOW nos 3 canais RGB (Segao 2.6.2), PHOW nos niveis de cinza (Secao 2.6.2),
PHOG (Secao 2.6.4), SURF (Segao 2.6.3), LBP (Secao 2.6.5), Histograma RGB (Segao 2.6.6),
GRABED (Secgao 3.2), PPE (Secao 3.2.1) e PPD (Segao 3.2.2).
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4.1.3 Criagao de Modelos

Esta etapa utiliza as matrizes de descritores de treinamento gerados na etapa anterior para criar
um modelo. Para cada descritor visual utilizado na geragao das matrizes, sao criados varios modelos
diferentes. Para cada matriz de descritores de um descritor visual, tem-se:

1. Modelo de nivel 1: os descritores das imagens de treinamento sao agrupados de alguma maneira
a respeitar alguma hierarquia que exista entre as classes da base de dados. Por exemplo,
na base de dados de péssaros, utilizada nos experimentos deste trabalho, o subconjunto de
péssaros utilizados nos experimentos podem claramente ser divididos em 2 grupos diferentes.
Os descritores das espécies do género Vireo e os descritores das espécies de pica-paus. Ou seja,
descritores de 7 espécies sao rotulados como pertencentes a classe 1 e descritores de 6 espécies
sao rotulados como pertencentes a classe 2. Chamamos esta classificagdo de classificagao de
12 nivel. Assim, para os experimentos deste trabalho, tem-se um modelo de nivel 1 com 2
rotulos diferentes.

2. Modelo binario de nivel 2: a mesma matriz de descritores é utilizada para criar um modelo para
cada classe. Fixando a cada momento uma classe diferente, os descritores pertencentes a esta
classe sao rotulados como descritores do rétulo 1 e os descritores das outras classes diferentes
sao rotulados como descritores do rétulo 2. No final deste processo serdo criados um nimero
de modelos igual ao ntimero de classes envolvida na categorizacao. Para o subconjunto de
classes utilizadas nos experimentos deste trabalho, sdo criados 13 modelos nesta etapa. Ao
todo, nos experimentos deste trabalho, sao criados 14 modelos para cada tipo de descritor
utilizado (SIFT, SURF, GRABED, etc).

Para cada modelo, é utilizada a técnica dos mapas explicitos de caracteristicas proposta em [VZ12]
e implementada em [VF10]. Esta técnica recebe as matrizes de descritores e cria um mapa que
aproxima a funcgao nucleo qui-quadrada com desempenho praticamente similar ao da aplicagao da
funcao nicleo completa, mas com custo computacional até 19 vezes menor. A fungdo nicleo qui-
quadrada é aplicada a um classificador SVM linear (Segao 2.7) e o algoritmo Pégasos [SSSS07] é
utilizado para resolver o problema de otimizagao do classificador SVM.

Apos a criagdo do modelo pelo classificador SVM, calcula-se a sua confianga utilizando o método
k-fold de validagao cruzada (Secao 2.7.1). A medida utilizada para validagdo do modelo é a precisao.
Nos experimentos deste trabalho, foi utilizado o o parametro k£ = 5.

4.1.4 Testes

Durante a fase de testes, para cada amostra, cada um dos modelos é aplicado. Cada modelo
retorna a lista de probabilidades da amostra pertencer a cada uma das classes que foram utilizadas
em sua construcao. Assim, a resposta para cada tipo de modelo é:

1. Modelo de nivel 1: resposta de qual a probabilidade pertencer a cada uma das categorias
agrupadas. No caso dos experimentos efetuados neste trabalho, este modelo possui dois rétulos;
classe 1 (espécies do género Vireo) ou classe 2 (espécies de pica-paus).

2. Modelo binério de nivel 2: resposta com a probabilidade da amostra pertencer a classe 1 que
é a classe do modelo ou a classe 2, ou seja, pertencer as outras classes diferentes da classe do
modelo. Nos testes efetuados, sdo 13 modelos binarios construidos na fase de treinamento.

Quando o rotulo respondido pelo modelo corresponde a mais de uma classe final, é feita uma
divisao uniforme entre estas probabilidades e o niimero real de classes. Por exemplo, suponha que
um modelo de nivel 1 retorne que a amostra tenha 40% de pertencer a classe 1 e 60% de pertencer
a classe 2. O rotulo 1 do modelo de nivel 1 corresponde, nos experimentos efetuados, a 7 classes
do género Vireo e o rotulo 2 corresponde a 6 classes de pica-paus, entdao a probabilidade de cada
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classe do género Vireo sera igual a 4—70% e para cada classe de pica-pau seré %0%, de acordo com
este modelo.

A soma das probabilidades de resposta dos modelos para uma amostra é sempre 1. Modelos
de nivel 1 com precisao calculada durante a criagao do modelo pela técnica de validacao cruzada
inferior a um limiar Li e os outros modelos de nivel 2 com precisao inferior a um limiar Lo s@o
eliminados. Os resultados dos modelos restantes sdo combinados utilizando a maior probabilidade
média para obter o resultado final (Segao 2.7.2). Nos experimentos deste trabalho, foram utilizados
os limiares L; = 0,75 e Ly = 0,30.

4.1.5 Medidas de Desempenho

Para medir o resultado da aplicagao, utilizou-se a medida precisao média (AP) para cada classe
(Segao 2.9) e a implementagao ¢ a fungao utilizada no desafio VOC Pascal [EGWT10]. Calculando
a média das AP de cada classe, obtém-se a MAP (média das precisoes médias).
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Capitulo 5

Experimentos e Resultados

Este capitulo descreve alguns dos experimentos realizados e dos resultados atingidos. A Segao 5.1
descreve os ambientes de hardware e software utilizados nos experimentos. A Secdo 5.2 descreve
a comparacao entre a Quantizacao Espacial Flexivel e a piramide espacial tradicional proposta no
artigo original de [LSP06]. A Secao 5.3 descreve o descritor GRABED e o compara com outros
descritores. A Secao 5.4 descreve a combinacdo de descritores para resolver a categorizacao de
instancias de monumentos. A Secgao 5.5 apresenta experimentos que demonstram a maior robustez a
rotacao de objetos da Piramide com Regides Circulares Concéntricas em relacao a Piramide Espacial
com divisdo retangular tradicional. A Segdo 5.6 descreve os experimentos realizados utilizando
as técnicas descritas neste trabalho na resolucao de um problema de categorizagdo refinada. Os
experimentos das se¢oes 5.3 e 5.6 foram publicados em [LH13a|. Em [LH11b|, foi publicado o
experimento da Segao 5.4. O experimento da Segao 5.5 foi publicado em [LH13b.

5.1 Ambiente dos Experimentos

As implementacdes foram feitas utilizando o Matlab!. Foi utilizada a versao 7.8 (Release 2009a)
de 64 bits rodando em um computador de mesa com processador Intel Core i5 2.8 GHz, arquitetura
de 64 bits e 16 GB de meméria RAM.

Foram utilizadas as seguintes bibliotecas:

e VLFeat: biblioteca de Visao Computacional com licenca GPL?. Possui interfaces em C e
Matlab e possui varios algoritmos modernos de VC e reconhecimento de padroes implemen-
tados [VF10].

e OpenSURF: biblioteca que implementa o descritor SURF [Eva09].

e PRTools: é uma toolboxr para o ambiente Matlab focada em reconhecimento de padroes e sem
custo para pesquisa [DJPT07|. Ela implementa cerca de 200 fungoes diferentes na area de
reconhecimento de padroes e processamento de imagens.

e slmetric_ pw: conjunto de fungoes escritas em Matlab que calcula a distancia entre dois vetores
utilizando 20 medidas diferentes, como distancia euclidiana, distancia qui-quadrada, distancia
L1, distancia de Minkowski, distdncia de Hamming, entre outras. Faz parte da toolbox para o
Matlab Statistical Learning Toolbox®.

5.2 Experimentos com a Quantizagao Espacial Flexivel

As Quantizagoes Espaciais Flexiveis (QEF) descritas na Se¢ao 3.1 propoem algumas flexibili-
zagoes, introduzem alguns paradmetros e eliminam algumas restrigdes que existem nas Piramides

L www.mathworks.com

2www.gnu.org /copyleft /gpl.html
3www.mathworks.com /matlabcentral /fileexchange /12333-statistical-learning-toolbox
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# | Nome cientifico # treinamento | # teste
2 | Diomedea immutabilis 30 30
12 | Xanthocephalus xanthocephalus 30 26
14 | Passerina cyanea 30 30
17 | Cardinalis cardinalis 30 27
160 | Dendroica coerulescens 30 29

Tabela 5.1: Espécies de pdssaros utilizadas no experimento de compara¢do da QEF e SPM.

Figura 5.1: A imagem mostra as 5 espécies de pdssaros utilizadas neste experimento. Comegando no canto
superior esquerdo, em sentido hordrio, a ordem é a mesma da Tabela 5.1.

Espaciais tradicionais (SPM) propostas no artigo de [LSP06|. Para validar estas modificagoes, foi
feita uma comparacao da QEF com a SPM em uma base publica de imagens para aplicagbes de
categorizagao de objetos. Os experimentos desta se¢ao mostram que a QEF obteve uma acurécia
maior que a SPM nos testes efetuados.

A base de dados utilizada foi a Caltech-UCSD Birds-200 2011 [WBW ™ 11]. Uma descrigao deta-
lhada desta base de dados esté na Segao 5.6.1. Foram utilizada 5 espécies distintas de passaros desta
base de dados. Cada espécie é uma categoria diferente na base de dados. A Tabela 5.1 apresenta
cada uma das 5 espécies de passaros da base de dados utilizadas no experimento. Sdo mostrados
o namero da classe na base de dados, o nome cientifico da espécie, o numero de imagens para
treinamento e o nimero de imagens para teste segundo o indicador sugerido pela propria base de
dados. A Figura 5.1 mostra uma imagem para cada uma das 5 espécies utilizadas no experimento.
Iniciando no canto superior esquerdo, em sentido horario, a ordem é a mesma da Tabela 5.1.

Para a implementacao da SPM, foi utilizado o c6digo disponivel no sitio da autora do artigo
original em http://www.cs.illinois.edu/homes/slazebni/. Foi construido um dicionério visual de 600
palavras visuais. O descritor utilizado é o SIFT (Segao 2.6.1), calculado em uma grade regular de 8
pixels de espagamento. A piramide espacial possui 3 niveis com 1, 4 e 16 regides respectivamente.
O peso de cada nivel é %, % e %, respectivamente. A QEF foi implementada de acordo com o
ambiente descrito na Segdo 5.1. Foi criado um dicionario visual com 600 palavras. O descritor
utilizado foi o PHOW (Se¢ao 2.6.2), calculado em uma grade regular com 3 pixels de espagamento.
Foi utilizada a seguinte divisao para a quantizagao espacial: 2 niveis, sendo que o nivel 1 apresenta
1 regiao e o nivel 2 apresenta 9 regides (formato 3 x 3 regioes). O peso aplicado a cada nivel é
%. Foi utilizado um parametro de sobreposicao de regioes igual a 15 pixels. Foi criado um modelo
para cada classe utilizando as imagens de treinamento desta classe como conjunto positivo e as
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Classe SPM QEF
acc.(%) | AP | acc.(%) | AP
2 84,5 | 0,764 80,3 | 0,718
12 85,9 | 0,738 88,7 | 0,853
14 79,6 | 0,413 78,7 | 0,558
17 81,7 | 0,436 90,1 | 0,719
160 78,9 | 0,637 83,1 | 0,654
Média 82,1 | 0,598 84,2 | 0,700

Tabela 5.2: Resultados da comparagao entre a SPM e a QEF em 5 classes da base de dados Caltech-UCSD
Birds-200 2011.

imagens de treinamento das outras 4 classes como conjunto negativo. Todas as imagens de teste
das 5 classes foram utilizadas para testar o modelo. Foi utilizado uma classificador binario SVM
com fungao nucleo qui-quadrada para a QEF e func¢ao niicleo interseccdo de histograma para a
SPM. A Tabela 5.2 apresenta os resultados da comparagao entre o SPM e a QEF para cada uma
das 5 classes e a média das 5 classes. Foram utilizadas as medidas acuracia e a precisao média -
AP (Secao 2.9). A QEF apresentou uma média das precisoes médias (MAP) para as 5 classes 17%
melhor que a pirdmide tradicional.

Um outro experimento foi efetuado comparando a SPM com a QEF. O cédigo desenvolvido neste
trabalho foi utilizado para categorizar as mesmas 5 classes do experimento anterior. Foi utilizada
uma abordagem multiclasse e a medida utilizada para avaliar o desempenho foi a acuracia. O
descritor utilizado foi o PHOW em uma grade regular com 3 pixels de espagamento. Em cada ponto
da grade foi calculado o SIFT utilizando 2, 4, 6 e 10 pixels de largura. Um dicionério visual com 600
palavras visuais foi calculado utilizando os descritores locais PHOW. Foi utilizado o classificador
SVM com ntucleo qui-quadrado. A tnica diferenca entre as duas abordagens foi a utilizagdo de
diferentes divisoes espaciais. O cédigo para a SPM utilizava uma divisao espacial de 3 niveis. Uma
regiao no primeiro nivel, 4 regides no segundo e 16 regioes no terceiro com pesos de %, i e %
Nao existe sobreposicdo de regides em um mesmo nivel. A QEF foi configurada para utilizar dois
niveis: uma regiao no primeiro nivel e 9 regides no segundo nivel. Foram utilizados 15 pixels de
sobreposicao entre regidoes de um mesmo nivel. Foram utilizadas 15 imagens de cada classe para
treinamento e as demais imagens de cada classe foram utilizadas no teste. A divisao entre as imagens
de treinamento e teste sdo definidas pela prépria base de dados. Foram efetuadas 5 categorizagoes e
a acuracia média obtida foi 53,8% para a SPM e 57,0% para o QEF. O QEF obteve um desempenho

aproximadamente 6% melhor que a SPM nos testes efetuados.

5.2.1 Discussao

A QEF foi utilizada em vérios experimentos ao longo deste trabalho. Uma de suas caracteristicas
marcantes é a flexibilidade na utilizagdao. Varios parametros podem ser escolhidos e as possibilidades
sdo inameras. Este também pode ser visto como um ponto fraco da QEF. Até agora, nao se conseguiu
definir uma regra clara para determinar quantos niveis utilizar em quais situagoes ou qual a divisao
de regioes dentro de um nivel. Usar ou nao sobreposi¢ao e quantos pixels de sobreposicao utilizar.
Basicamente, ao longo dos experimentos neste trabalho, foram utilizadas diversas configuragoes e
algumas se sairam melhor que outras. Estas configuracoes que obtiveram melhor desempenho foram
escolhidas para a criagao dos modelos das categorias.

Como observado nos experimentos nesta sec¢ao, verificou-se que ao utilizar uma configuragao
padrao, os resultados obtidos utilizando a QEF superam os resultados sem utilizar qualquer quan-
tizacdo espacial ou, ainda, superam os resultados utilizando uma SPM. Uma configuracao padrao
para a QEF é com dois niveis, sendo uma regiao no nivel 1 e 4 ou 9 regioes no nivel 2 e sobreposi¢ao
de regides com aproximadamente 15 pixels de tamanho e pesos iguais nos dois niveis. A QEF foi
proposta para ser utilizada em um modelo discriminante da abordagem do saco de palavras.
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Classe # de imagens
BACKGROUND _Google 467
Faces 435
Faces easy 435
Leopards 200
Motorbikes 798

Tabela 5.3: Classes da base de dados Caltech-101 utilizadas neste experimento e o respectivo nimero de
imagens por classe

Figura 5.2: Duas imagens para cada classe da base de dados Caltech-101 utilizadas neste experimento. Da
esquerda para a direta, as classes séo: BACKGROUND _Google, Faces, Faces_Fasy, Leopards e Motorbikes.

5.3 Experimentos com o Descritor GRABED

O descritor GRABED (Segao 3.2) foi testado em um subconjunto de 5 classes da base Caltech-
101. Esse subconjunto apresenta classes com centenas de imagens, ao contrario das outras 96 classes
da base de dados que apresenta um ntimero de imagens da ordem das dezenas. As imagens da base de
dados Caltech-101 sao faceis e apresentam pouca variabilidade intra-classe. Alguns trabalhos repor-
tam resultados neste subconjunto da base Caltech-101, como [SRET05]. A Tabela 5.3 apresenta as
5 classes do subconjunto da base de dados utilizada e o ntimero de amostras por classe. A Figura 5.2
mostra dois exemplos por classe usada neste experimento. A classe BACKGROUND _ Google é com-
posta por imagens aleatérias. Nao existe nenhum tipo de padrao nas imagens desta classe. A classe
Faces e a classe Fuces_easy sao compostas por imagens contendo rostos humanos. Porém, na classe
Faces_easy, os rostos ocupam uma porgao maior da imagem. A classe Leopards mostra diferentes
imagens de leopardos em diferentes situagbes na natureza e a classe Motorbikes mostra a visao
lateral de motocicletas. Os experimentos desta se¢cao mostram que o descritor GRABED possui um
desempenho similar aos descritores mais utilizados em categorizacao de objetos nos testes efetuados.

Todas as imagens testadas foram redimensionadas para 500 pixels de altura mantendo a mesma
razao de aspecto, caso elas possuissem mais de 500 pixels de altura, caso contrario, o tamanho
original foi mantido. Para cada uma das 5 classes, um conjunto de 200 imagens foram aleatoriamente
escolhidos para fazer parte do conjunto de treinamento. Cem imagens formam o conjunto positivo
e 100 imagens sao escolhidas dentre as outras 4 classes formando o conjunto negativo. Um modelo
da classe é construido usando o classificador SVM com ntcleo qui-quadrado (Segao 2.7).

Foram utilizados neste experimentos os descritores: SIFT (Segao 2.6.1), PHOW (Secao 2.6.2),
PHOG (Segao 2.6.4), SURF (Segao 2.6.3) e o GRABED (Secao 3.2).

Foi utilizada a implementagdo do SIFT da biblioteca VLFeat. Os descritores SIFT foram cal-
culados nos pontos de interesse detectados pelo detector SIFT. Foi utilizada a abordagem do saco
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Parametros Medidas

R Lo Acc.(%) | Prec.(%) | Rec.(%)
12 2 84 82 91
16 2 84 82 93
12 3 84 82 91
16 3 83 80 94
12 5 85 82 92
16 5 84 82 91

Tabela 5.4: Médias das medidas para as 5 classes utilizando o descritor GRABED bdsico (sem o uso de
multiplas escalas e sem o uso de quantizagao espacial)

de palavras (Secao 2.3) e foram utilizadas 100 palavras no dicionario visual do descritor. O PHOW
utilizado foi a implementacao da VLFeat. Foi utilizada a abordagem do saco de palavras e foi uti-
lizado um dicionario visual com 600 palavras como relatado em [LH11b]. A implementagao do
SURF utilizada foi a disponivel na biblioteca OpenSURF library [Eva09]. Também foi utilizada a
abordagem do saco de palavras com um dicionério visual com 100 palavras visuais. Foi utilizada a
implementacao do PHOG disponivel no site dos autores do descritor?.

5.3.1 Resultados

Esta secdo apresenta os resultados obtidos nos experimentos com descritor GRABED. A Ta-
bela 5.4 apresenta os resultados do descritor GRABED basico (a média das 5 classes) sem o uso
de diferentes escalas e sem o uso de quantizagOes espaciais. Foram testados dois valores para o
parametro R (12 e 16) e 3 valores para o parametro Ly (2, 3 e 5 pixels). Para R = 12, s@o usados
12 divisoes entre 0° e 180°: 0, 15, 30, 45, 60, 75, 90, 105, 120, 135, 150 e 165 graus. No caso que
R =16, sao 16 divisoes entre 0° e 180°: comecando em 0°, a préxima orientacao é 11,25° e, assim
sucessivamente até a tltima orientacao, 168,75°. O parametro Max_Axis usado é 500 pixels. Assim,
com o pardmetro Ly = 2, os tamanhos utilizados para criar os EEs sao: 2, 4, 8, 16, 32, 64, 128 e
256. A regra estabelece que o tamanho do préoximo EE linear é duas vezes o anterior até ultrapassar
a metade do parametro Maz Awis. E criado um EE linear para cada combinacdo de tamanho e
orientacao.

A Tabela 5.4 nao apresentou nenhuma diferenca significativa entre R = 12 ou R = 16 e tam-
bém nenhuma diferenga significativa quando Ly =2, 3 ou 5 pixels. Todas as combinagoes possuem
acuracia em torno de 84% (valor médio das 5 classes testadas). O melhor valor obtido é 85% de
acuracia usando R = 12 e Ly = 5 pixels.

A Tabela 5.5 apresenta a média das medidas para as 5 classes utilizando miltiplas escalas para
o descritor GRABED. Cada escala divide a imagem anterior por um fator 2. Usando 3 escalas, a
acuracia atinge o valor de 90%. Uma melhora de desempenho de cerca de 6% comparada ao descritor
basico (Tabela 5.4).

Tabela 5.6 apresenta os resultados da média de medidas para as 5 classes. Neste experimento
foram utilizados os mesmos pardmetros R e Lg. Foi usado R = 12 e Ly = 2 para todas os testes.
Foram utilizadas quantizagoes espaciais de 2 niveis e multiplas escalas e foi observada uma melhora
significativa dos resultados.

Os melhores resultados foram obtidos por uma quantizacao espacial com 3 x 3 regides no segundo
nivel. Foram obtidos 97% de acuracia. Esta medida ¢ 14% melhor que o descritor basico e 8%
melhor que o descritor utilizando miltiplas escalas. Estes resultados corroboram a literatura que
reporta uma melhora na taxa de acertos em aplicacoes de reconhecimento de objetos com o uso das
quantizagoes espaciais [WYY10].

A Tabela 5.7 apresenta o resultados do descritor GRABED para cada uma das 5 classes utili-
zando a melhor parametrizacao do experimento apresentado na Tabela 5.6. Foram utilizadas duas

“http://www.robots.ox.ac.uk/~vgg/research /caltech /phog.html
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Parametros Medidas
Escalas | R | Ly | Acc.(%) | Prec.(%) | Rec.(%)
1|12 2 84 82 91
1116 2 84 82 93
1] 12 3 84 82 91
1] 16 3 83 80 94
1] 12 ) 85 82 92
1] 16 ) 84 82 91
2|12 2 88 86 94
2116 2 88 85 98
2|12 3 85 82 96
2116 3 87 84 97
2|12 5 87 84 95
2116 ) 89 86 96
3112 2 89 87 94
3116 2 89 89 92
3112 3 85 86 90
3116 3 88 87 94
3112 ) 90 88 94
3116 5 87 84 96

Tabela 5.5: Média das medidas das 5 classes para o descritor GRABED utilizando maltiplas escalas

Parametros Medidas

QEF | Escalas | Acc.(%) | Prec.(%) | Rec.(%)
1x1;2x2 1 93 90 96
1x1;2x2 2 94 92 97
1x1;2x2 3 94 92 97
1x1;3x3 1 93 96 91
1x1;3x3 2 97 97 97
1x1;3x3 3 95 92 98
1x1;4x4 1 93 92 96
1x1;4x4 2 95 95 96
1x1;4x4 3 96 97 95

Tabela 5.6: Média das medidas para as 5 classes utilizando multiplas escalas e as QEFs propostas neste
trabalho.

escalas diferentes e a QEF com 2 niveis (3 x 3 regides no segundo nivel). Os outros parametros sao:
R =12, Lo =2 e Max_Axis = 500 pixels.

A Tabela 5.8 apresenta os melhores resultados para cada classe usando a sua melhor parame-
trizagao. Cada classe apresenta uma parametrizagao ideal. A média das medidas das 5 classes teve
um pequeno incremento neste experimento quando comparada com os resultados da Tabela 5.7 que
mostra a mesma parametrizagao para todas as classes.

A Tabela 5.9 apresenta resultados comparativos entre o descritor GRABED e os outros descri-
tores testados.

5.3.2 Discussao

O descritor GRABED, proposto neste trabalho, se mostrou tao eficiente quanto os melhores
descritores testados neste experimento para aplicagoes de reconhecimento de objetos. Ele possui
similaridades ao PHOG, ambos medem caracteristicas ligadas as bordas das imagens. Porém o
GRABED mede além da distribuigdo de orientagao, a distribuicao das extensoes das linhas dos
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EXPERIMENTOS COM O DESCRITOR GRABED

Classe Medidas

Acc.(%) | Prec.(%) | Rec.(%)
BACKGROUND _Google 91 90 92
Faces 98 96 100
Faces easy 99 98 100
Leopards 99 98 100
Motorbikes 97 100 94
Média 97 97 97
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Tabela 5.7: Resultados do descritor GRABED para cada uma das classes testadas utilizando a parametri-
zacao do melhor resultado médio apresentado na Tabela 5.6.

Classe Parametros Medidas

QEF | Escalas | R | Ly | Acc.(%) | Prec.(%) | Rec.(%)
BACKGROUND _Google | 1x1;3x3 3112 2 91 87 96
Faces 1x1;4x4 3112 2 100 100 100
Faces easy 1x1;2x2 2112 2 100 100 100
Leopards 1x1;3x3 2112 2 99 98 100
Motorbikes 1x1;2x2 3112 2 98 100 96
Média 98 97 98

Tabela 5.8: Resultados do descritor GRABED com a melhor parametrizacao para cada uma das 5 classes.

gradientes em uma certa direcao. Por estas caracteristicas, o GRABED pode ser visto como uma
alternativa para aplicagoes de reconhecimento de objetos e ser utilizado em uma abordagem de
combinagao de descritores [Ponll]. O PHOW, descritor que obteve o melhor desempenho nos testes
efetuados, mede caracteristicas mais ligadas a textura dos objetos, assim, tanto o PHOG quanto
o GRABED podem ser uma excelente opgao para ser combinado ao PHOW e tornar o modelo do
objeto mais eficiente e robusto. Os descritores SIFT e SURF foram testados usando a abordagem do
saco de palavras, porém sem utilizar quantizagoes espaciais. O dicionario utilizado também possui
significativamente menos palavras (100 contra 600 do dicionario utilizado no descritor PHOW).
O tamanho reduzido do dicionério visual e a nao utilizagdo da quantizacgao espacial contribuiram
para um desempenho inferior de ambos os descritores. Os resultados obtidos nestes experimentos
corroboram com a literatura que afirma que o uso das quantizacobes espaciais aumenta a acurécia
dos descritores nos problemas de reconhecimento de objetos. Por outro lado, o seu uso implica perda
de robustez quanto a variacoes de escala e orientagao. Estes pontos devem ser pesados antes da
adogdo ou nao das quantizagoes espaciais.

Deseritor | QEF | Multiescalas | BoW | s 11;?«23.13;3 Rec (%)
PHOG Sim Sim Nao 08 07 99
PHOW Sim Sim Sim 98 97 98
GRABED | Sim Sim Nao 97 97 97
SURF Nio Nio Sim 88 86 93
SIFT Nio Nio Sim 86 84 90

Tabela 5.9: Resultados comparativos entre o descritor GRABED e os outros descritores testados: PHOG,
PHOW, SURF and SIFT. A tabela apresenta a média das 5 classes testadas.
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# Monumento Cidade # de amostras
1 | Cristo Redentor Rio de Janeiro, Brasil 21
2 | Estatua da Liberdade Nova lorque, EUA 20
3 | Torre Eiffel Paris, Franca 20
4 | Burj Al Arab Dubai, EAU 21
5 | Opera House Sidnei, Australia 20
6 | Torres Petronas Kuala Lumpur, Malasia 21
7 | Catedral de Sao Basilio Moscou, Russia 20
8 | Congresso Nacional Brasilia, Brasil 20
9 | Big Ben Londres, Reino Unido 20

10 | Capitolio Washington, EUA 21

11 | Cidade Proibida Pequim, China 20

12 | Parthenon Atenas, Grécia 20

13 | Coliseu Roma, Italia 20

14 | Templo da Sagrada Familia | Barcelona, Espanha 20

15 | Casa Rosada Buenos Aires, Argentina 20

16 | Catedral de Colénia Colonia, Alemanha 20

17 | Taj Mahal Agra, India 20

18 | Piramide de Queops Cairo, Egito 20

19 | Taipei 101 Taipé, Taiwan 20

20 | Torre CN Toronto, Canada 20

Tabela 5.10: Base de dados de instdncias de monumentos.

5.4 Reconhecimento de Instancias de Monumentos

5.4

Esta secao descreve experimentos realizados que utilizam o descritor GRABED (Secéo 3.2) em

conjunto com outros descritores, principalmente o PHOW (Segao 2.6.2). Foi montada uma base
de dados de instancias de monumentos e utilizado o descritor PHOW e também uma combinagao
de descritores para resolver o problema da categorizacao de instancias de monumentos. Alguns
experimentos também foram feitos na base de dados Caltech-101.

5.4.1 A Base de Dados de Instancias de Monumentos

Para este experimento, foi montada uma base de dados com foco em categorizagao de insténcias
de monumentos. Para isto, coletaram-se imagens de importantes monumentos do sitio Flickr®. Todas
as imagens coletadas possuem licenca Creative Commons®. Como o foco da base de dados é o
reconhecimento de instancias, cada monumento diferente foi rotulado como uma categoria diferente
na base de dados. Sao 20 categorias e aproximadamente 20 imagens de cada categoria. As fotos
sao vistas externas dos monumentos e foram coletadas com a maior resolucao disponivel. Foram
coletadas fotos de diferentes pontos de vista, diferentes resolugoes e a diferentes distancias. Algumas
foram tiradas & noite e outras durante o dia. Algumas apresentam oclusoes parciais, principalmente
com pessoas em frente aos monumentos. A Tabela 5.10 apresenta as 20 instancias de monumentos.
A Figura 5.3 mostra uma imagem para cada monumento da base de dados. Os experimentos desta
secao mostram que o descritor GRABED combinado a um descritor de textura e outro descritor de
cor melhoram o desempenho final da classificacao de instancias de monumentos nos testes efetuados.

5.4.2 Parametrizacao do GRABED

Foram testados trés métodos para obter o mapa de bordas: Canny, Prewitt [GW02] e o gradiente
morfologico externo (GME) (Segao 2.10.1). O Canny e o Prewitt retornam um mapa binario de

5 .
°www.flickr.com
Swww.creativecommons.org
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Figura 5.3: Um exemplo de cada instincia da base de dados de instdncias de monumentos. Da esquerda
para a direita, de cima para baizo, as imagens apresentam a mesma sequéncia apresentada na Tabela 5.10.

bordas e o GME retornam um mapa de bordas em niveis de cinza. Os métodos foram testados
utilizando duas abordagens diferentes:

e RGB: o gradiente para cada um dos 3 canais do espago de cor RGB é computado e o resultado
final é a adigdo destes 3 gradientes intermediarios.

e Niveis de cinza: a imagem original é convertida para niveis de cinza e o gradiente é computado.

A Figura 5.4 mostra uma imagem da categoria Coliseu e trés mapas de bordas computados
usando métodos diferentes: Canny, Prewitt e o GME.

Os resultados dos testes sao apresentados na Tabela 5.11. O método Canny mostrou o melhor
desempenho. Foram utilizados 5 imagens no conjunto de treinamento e 5 imagens no conjunto de
testes neste experimento.
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(a) Imagem original do Coliseu. (b) Mapa de bordas calculado utilizando
Canny.

(¢) Mapa de bordas calculado utilizando (d) Mapa de bordas calculando utilizando
Prewitt. GME.

Figura 5.4: O mapa de bordas de uma imagem do Coliseu foi computada utilizando os trés métodos testados
diferentes: Canny, Prewitt e GME.

Método Abordagem | Acc.(%)
Prewitt RGB 32
Prewitt Gray 32
Ext.Morph.Gradient | RGB 38
Ext.Morph.Gradient | Gray 30
Canny RGB 40
Canny Gray 45

Tabela 5.11: Acurdcia do descritor GRABED usando diferentes métodos para computar as bordas usando
canais RGB ou imagens em niveis de cinza.

5.4.3 Parametrizacao do descritor PHOW

O descritor PHOW ¢é calculado usando uma grade de pontos com espagamento de 5 pixels entre
os pontos horizontais e verticais. Nestes pontos, o descritor SIFT é calculado utilizando varias re-
gides vizinhas. Nestes testes utilizou-se 2, 4, 6 e 10 pixels de didmetros como escala dos descritores
SIFT calculados pelo PHOW. Os parametros foram escolhidos empiricamente. Foram testados duas
maneiras diferentes de criar o dicionério visual. No primeiro método, 100 imagens da base de dados
inteira é escolhida aleatoriamente. No segundo método, 5 imagens de cada uma das 20 instéancias
de monumentos sao escolhidas aleatoriamente. Depois disto, 600000 descritores sao escolhidos ale-
atoriamente entre os descritores extraidos das 100 imagens. Estes descritores sao utilizados para
serem aglomerados na construgao do dicionario. O segundo método incrementa a acuracia em cerca
de 8%.

A Figura 5.5 mostra os graficos em alguns experimentos comparando a acurdcia do descritor
PHOW no problema de categorizacao de insténcia com pardmetros utilizados na construcao do
dicionario visual. O Grafico 5.5(a) mostra a acuracia dos resultados na base de dados de instancia
de monumentos para o descritor PHOW em relagdo ao ntimero de palavras visuais do dicionario
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Figura 5.5: Grdficos mostrando a acurdcia X numero de palavras do diciondrio visual, a acurdcia X tama-
nho do conjunto de treinamento, a acurdcia X altura das imagens e a acurdcia X numero de descritores

visual. Nos testes efetuados, a acuracia aumenta até 600 palavras, cai em torno de 1000 palavras e
aumenta novamente em torno de 2000 palavras no dicionario. No restante dos testes, utilizaram-se
600 palavras no dicionéario. O segundo grafico mostra a acuracia do problema de categorizagao em
relacao ao tamanho do conjunto de treinamento. Em todas as execucoes, o tamanho do conjunto de
testes foi 5. A acuracia aumenta com o nimero de imagens no conjunto de treinamento. O terceiro
grafico mostra a acurdcia do problema de categorizagao em relagdo ao tamanho da imagem. O
melhor resultado foi obtido em imagens com altura de 500 pixels. O tamanho das imagens esta
diretamente conectado aos pardmetros de amostragem do descritor. O ultimo grafico mostra a
influéncia do nimero de descritores usados para construir o dicionéario. O melhor desempenho foi
obtido utilizando 600000 descritores escolhidos aleatoriamente entre os descritores extraidos das
100 imagens do conjunto de treinamento.

A implementagao da aplicagdo da categorizacao de objetos, utilizando o descritor PHOW, foi
testada também na base de dados Caltech-101. Foram utilizadas 2000 palavras no dicionario e tes-
tado em um subconjunto de 5 classes. Estas 5 classes possuem centenas de imagens de amostras:
BACKGROUND _Google, Faces, Faces easy, Leopards e Motorbikes. Todas as imagens foram re-
dimensionadas para terem 300 pixels no maior eixo, caso tenham mais de 300 pixels neste eixo. Os
resultados deste experimento sao apresentados na Tabela 5.12. Foram testados o subconjunto de 5
classes e a base de dados inteira com 102 classes.

5.4.4 Experimentos com Descritor Unico

A Tabela 5.13 apresenta a acuracia da categorizacao de instancias na base de dados de instancias
de monumentos para cada um dos descritores testados. Foram utilizadas 15 imagens para treina-
mento e 5 para testes, escolhidas aleatoriamente dentre as imagens de cada monumento. O descritor
PHOW teve o melhor desempenho. O descritor GRABED obteve o segundo melhor desempenho,
sendo superior ao outro descritor baseado em bordas testado, o PHOG.
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Conjunto | # imagens treinamento | acc.(%)
5 classes 10 84,00
5 classes 50 96,00
5 classes 100 98,00
5 classes 200 98,80
5 classes 300 98,80
Completo 100 69,93

Tabela 5.12: Experimentos utilizando o descritor PHOW em categoriza¢ao de objetos na base de dados
Caltech-101.

Descritor Categoria | Acc.(%)
SIFT em pontos de interesse textura 47
SIFT em pontos aleatérios textura 41
PHOW textura 81
SURF textura 51
PHOG bordas 38
GRABED bordas 53
Histograma no espago de cor AB | cor 15

Tabela 5.13: Acurdcia dos descritores no problema de categorizacdo na base de instdncias de monumentos.

5.4.5 Combinagao de Descritores

Neste experimento, foram combinados trés descritores que utilizam caracteristicas diferentes da
imagem: textura, bordas e cor. Foi escolhido o melhor descritor de cada categoria. Um modo intuitivo
de criar um modelo de objetos é utilizar descritores que caracterizam sua textura, suas bordas e
forma e sua cor. Usando a combinagao dos descritores PHOW, GRABED e do histograma de cores
no espaco AB, foi obtida uma acuracia de 84%. A Tabela 5.14 apresenta o desempenho individual
de cada instancia da base de dados. Novamente, foram escolhidas aleatoriamente 15 imagens para
o conjunto de treinamento e 5 imagens para o conjunto de testes. O classificador utilizado foi o
SVM utilizando nicleo qui-quadrado (Sec@o 2.7). Parametros utilizados: 600 palavras no dicionario
visual formado a partir da aglomeragao de 600000 descritores. Imagens redimensionadas para ter
500 pixels de altura, no maximo, e mantendo a razao de aspecto.

A Tabela 5.15 apresenta a matriz de confusao (Segao 2.9) dos resultados. As classes seguem a
mesma numeragao da Tabela 5.14. O pior desempenho individual foi obtidos pelas categorias Taipei
101 e Torre Eiffel (40% de acerto nas amostras de teste). Onze classes obtiveram acuracia total:
Cristo Redentor, Torres Petronas, Congresso Nacional, Cidade Proibida, Parthenon, Coliseu, Casa
Rosada, Catedral de Colonia, Piramide de Quedps e Torre de CN. As maiores confusoes foram
Taipei 101, confundida como Torre Eiffel e Catedral de Sao Basilio, confundida como Coliseu em
40% dos casos, em ambas as situagoes.

5.4.6 Discussao

Neste experimento, utilizamos o descritor PHOW e uma combinagao de descritores, incluindo
um dos descritores propostos neste trabalho, baseado em familias de granulometrias, para resolver
o problema da categorizagao de instancias de monumentos em uma base de dados criada a partir de
imagens coletadas no sitio Flickr. A principal diferenca entre esta base e outras bases de reconheci-
mento de objetos é que cada classe, na base de dados testada neste experimento, esta relacionada
a um objeto Unico, singular, uma instancia. Cada classe é representada por imagens de um mesmo
monumento. A base de dados SUN [XHE"10] é uma base de dados de cenérios diferentes, um de-
les é a classe Church/outdoor com 921 imagens externas de diferentes igrejas ao redor do mundo.
A Figura 5.6 mostra algumas imagens das duas bases para ressaltar a diferenga entre elas. A Fi-
gura 5.6(a) mostra algumas igrejas da classe de igrejas, vista externa (classe Church/outdoor) da
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# Classe Acc.(%)
1 | Cristo Redentor 100
2 | Estatua da Liberdade 60
3 | Torre Eiffel 80
4 | Burj Al Arab 80
5 | Opera House 60
6 | Torres Petronas 100
7 | Catedral de Sao Basilio 60
8 | Congresso Nacional 100
9 | Big Ben 60

10 | Capitolio 80
11 | Cidade Proibida 100
12 | Parthenon 100
13 | Coliseu 100
14 | Templo da Sagrada Familia 80
15 | Casa Rosada 100
16 | Catedral de Colénia 100
17 | Taj Mahal 100
18 | Piramide de Quedps 100
19 | Taipei 101 20
20 | Torre CN 100
Meédia 84

Tabela 5.14: Acurdcia da classificagdo utilizando combinagdo dos descritores PHOW, GRABED e histo-
grama de cores AB.
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Tabela 5.15: Matriz de confusdo para a classificagdo utilizando a combinagao de descritores.
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(a) Imagens da classe Church/outdoor da base de dados SUN.

g -

(c) Imagens da classe Templo da Sagrada Familia da base de dados de instancias de monu-
mentos.

Figura 5.6: Sao mostradas imagens que ilustram a diferenca entre a base de dados SUN e a base de dados
de instancias de monumentos. A primeira figura mostra imagens de diferentes igrejas ao redor do mundo,
pertencentes a classe de igrejas da base SUN. A segunda figura mostra diferentes imagens da mesma igreja,
a Catedral de Colonia, que € rotulada como uma classe unica na base de monumentos e a terceira figura
mostra diferentes imagens do Templo da Sagrada Familia, uma outra igreja que € rotulada como uma classe
diferente na base de dados de instincias de monumentos.

base de dados SUN. Sao imagens de igrejas diferentes ao redor do mundo. As Figuras 5.6(b) e 5.6(c)
mostram imagens de igrejas porém da base de dados de instancias de monumentos. Apesar de to-
das as imagens serem de igrejas, elas estao rotuladas com duas classes diferentes. A Figura 5.6(b)
mostra imagens da Catedral de Colonia e estas imagens estao rotuladas como pertencentes a esta
classe e a Figura 5.6(c) mostra imagens do Templo da Sagrada Familia e estas imagens estao com
este rétulo.

Neste experimento, foram testados vérios pardmetros na construgdo de um dicionéario visual
para o descritor PHOW, usando a abordagem do saco de palavras. O descritor GRABED mostrou-
se mais efetivo que o outro descritor baseado em bordas, o PHOG, na base de dados testada. A
combinacao de um descritor baseado em textura, um baseado em borda e um baseado em cor,
melhorou o desempenho geral da categorizacao de monumentos.
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Tabela 5.16: Matriz de confusao da abordagem saco de palavras.

5.5 Experimentos das Piramides de Regioes Circulares Concéntri-
cas

Nesta secao, sdo descritos os experimentos feitos utilizando a PirAmide de Regides Circulares
Concéntricas - PRCC (Segao 3.3). O primeiro experimento utiliza a tradicional abordagem do saco
de palavras, o descritor PHOW e o classificador SVM com ntcleo qui-quadradado. Foram utilizadas
5 classes da base de dados Caltech-101: BACKGROUND_ Google, Fuaces, Faces_easy, Leopards e
Motorbikes. Foram utilizadas 100 imagens de cada uma das 5 classes na etapa de treinamento. Para
a etapa de testes, foram utilizadas 50 imagens para cada classe totalizando 250 imagens. PRCC é
testado em um problema de categorizagao de objetos usando as 5 classes citadas da base de dados
Caltech-101. O descritor PHOW foi utilizado com 5 pixels de distancia entre os pontos da grade
retangular e 2, 4, 6 e 10 pixels de vizinhanga para calcular os 4 respectivos descritores SIF'T por
posicao da grade. Foi obtida uma acuracia final de 96,4%. A Tabela 5.16 apresenta a matriz de
confusao dos resultados. As linhas mostram as classes do gabarito e as colunas as classes reportadas
pelo classificador. Os experimentos desta se¢do mostram que a PRCC é mais robusta a rotacao de
objetos que a quantizacdo espacial utilizando regioes retangulares nos testes efetuados.

No segundo experimento, todos os pardmetros do primeiro experimento sao repetidos. Uma
rotacao aleatéria é aplicada ao conjunto de teste. A Figura 5.7 mostra algumas imagens usadas
neste experimento. As imagens sdo redimensionadas por um fator F' calculado de acordo com a
seguinte féormula:

o \/( alt;u’a)g + (larg2u7“a)2

altura

)

onde altura e largura sao as medidas originais da imagem. Depois que a imagem é redimensionada
por um fator F', ela é rotacionada por um angulo aleatério e cortada na parte central para a
imagem manter o mesmo tamanho da imagem original. Este procedimento evita que regioes de
fundo da imagem estejam na imagem final de teste. A acuracia deste experimento caiu para 42%.
A Tabela 5.17 apresenta a matriz de confusao.

No terceiro experimento ¢é utilizada a abordagem do saco de palavras acrescida da quantizacao
espacial. Os pardmetros do primeiro experimento sao repetidos aqui. A quantizagdo espacial possui
2 niveis: o primeiro nivel é formado pela imagem inteira e, no segundo nivel, a imagem é dividida
em quatro regioes. Nenhuma rotacao foi aplicada no conjunto de teste. Este experimento atingiu
96,8% de acuracia. Tabela 5.18 apresenta a matriz de confusio dos resultados.

No préximo experimento, foram aplicados os pardmetros do experimento 3 e o conjunto de
teste foi rotacionado por um angulo aleatério (como no experimento 2). A acuracia final deste
experimento foi 43,2%. A Tabela 5.19 apresenta a matriz de confusao dos resultados.

Este experimento utiliza a abordagem proposta neste trabalho para adicionar informagao espa-
cial ao saco de palavras. A Piramide de Regides Circulares Concéntricas usa 4 regides. Trés regioes
circulares centradas no centro da imagem e com raios de tamanho 15%, 30% e 45% da altura da



70 EXPERIMENTOS E RESULTADOS 5.5

gle
y

sultados

BCK Goo

o
Gabarito &
BCK _Google
Faces

Faces eas

oo
W
(e}

[\
W
oo

Faces easy
Leopards 37
Motorbikes 35

o : ol oo LeOpardS
oo| —=| o —=| | Motorbikes

w
\]
o|o|o| —| o| Faces
—_
—

~| =

Tabela 5.17: Matriz de confusdo do experimento usando saco de palavras e testado em imagens aleatoria-
mente rotactonadas.
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Tabela 5.18: Matriz de confusdo usando a abordagem do saco de palavras adicionada a quantizacao espacial.
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Tabela 5.19: Matriz de confusio do experimento utilizando o saco de palavras acrescido da quantiza¢do
espacial com imagens de teste rotacionadas.
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Figura 5.7: Esta figura apresenta uma amostra de cada classe do conjunto de teste da base de dados Caltech-
101. A primeira linha mostra a imagem original e a seqgunda linha mostra a mesma imagem rotacionada. Da
esquerda para direita, as classes sao: BACKGROUND _ Google, Faces, Faces Easy, Leopards e Motorbikes.
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Tabela 5.20: Matriz de confusdo da abordagem PRCC com imagens de teste ndo rotacionadas.

imagem. A quarta regido ¢ a imagem inteira. O conjunto de testes nao é rotacionado neste ex-
perimento. A acuracia obtida foi de 98,4%. A Tabela 5.20 apresenta a matriz de confusao deste
experimento.

Finalmente, o tltimo experimento mostra a aplicagao da abordagem usando o PRCC em imagens
aleatoriamente rotacionadas. Este experimento atingiu 76,8% de acuracia e a matriz de confusao
deste experimento é apresentada na Tabela 5.21.

5.5.1 Discussao dos Resultados

Pode-se ver nos experimento usando o saco de palavras com ou sem a quantizagdo espacial
(primeiro e terceiro experimento) que a categorizagao de objetos tem um indice de acerto bastante
alto para as 5 classes testadas nesta base de dados. Foram menos de 10 erros em 250 imagens
testadas, uma acuracia de mais de 96%. Trés classes testadas, Faces easy, Leopards e Motorbikes,
obtiveram 100% de acertos. As duas classes de faces, Faces e Faces easy, possuem uma grande
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BCK Google [ 36| 3| 1| 7| 3
Faces 7143 0| O] O
Faces easy 8|1 0(42] 0| O
Leopards 41 0] 0146] O
Motorbikes 131 0 0] 12125

Tabela 5.21: Matriz de confusdo da abordagem PRCC com imagens de teste rotacionadas.
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similaridade extra-classe. Porém, ainda assim, obtiveram-se 98% e 100% de acerto respectivamente
nos dois experimentos. A classe BACKGROUND __Google é uma classe complexa. Ela tenta modelar
qualquer tipo de categoria, o que é impossivel. Contudo, neste problema em um mundo fechado,
esta classe obteve 84% e 86% de acuracia nos dois experimentos.

Os resultados sao completamente diferentes quando o conjunto de testes é rotacionado. A acu-
racia final da do problema de categorizacao, nas 5 classes testadas, cai para meros 42% sem o
uso da quantizagao espacial (segundo experimento) e 43,2% usando a quantizagao espacial (quarto
experimento). Um resultado completamente diferente, quando comparado com os resultados dos
experimentos 1 e 3.

O experimento 5 mostra a quantizacao espacial proposta neste trabalho, em conjunto de teste
normal, sem a rotagao. O resultado foi muito bom e atingiu 98,4% de acuracia. O resultado da ca-
tegorizagao nao diminuiu usando-se a quantizacao espacial proposta neste trabalho. Pelo contrario,
até aumentou um pouco. A vantagem da utilizagdo da PRCC, em relagdo a quantizagdo espacial
com regioes retangulares, ¢ mais evidente quando uma rotagao aleatéria é aplicada nas imagens
do conjunto de testes. A PRCC obteve 76,8% de acuracia comparados aos 43,2% de acurécia da
abordagem do saco de palavras junto com a quantizacao espacial. Um incremento de quase 78%
quando comparado com a quantizacao espacial em um cenério onde a rotacao esta presente.

5.6 Experimentos de Categorizagao Refinada

Esta secao descreve os experimentos realizados utilizando o novo método de categorizagao refi-
nada, proposto no Capitulo 4. A Secdo 5.6.1 descreve detalhadamente a base de dados utilizada nos
experimentos. A Secdo 5.6.2 descreve os experimentos e mostra os resultados e a Se¢ao 5.6.3 discute
os resultados obtidos. Os experimentos desta se¢do mostra a utilizagdo do descritor GRABED e
do novo método de categorizacgao refinada proposta neste trabalho melhoraram o desempenho da
abordagem do saco de palavras no problema de categorizagao refinada de péssaros.

5.6.1 Base de Dados Caltech-UCSD Birds-200 2011

A base de passaros Caltech-UCSD Birds-200 2011 foi descrita em [WBWT11] e é uma extensao
da base de dados descrita em [WBM'10]. E uma base de dados focada em reconhecimento de
categorias muito parecidas, a categorizagao refinada. Sao 200 espécies diferentes de passaros, cada
espécie é um rotulo diferente na base de dados.

A classificagao de péassaros é uma tarefa extremamente dificil, seja para algoritmos de categori-
zagao ou para seres humanos. As espécies de passaros podem variar bastante de aparéncia visual,
por exemplo, um albatroz e um rouxinol (Figura 5.8). Por outro lado, espécies diferentes podem ser
absolutamente iguais, como, por exemplo, algumas espécies de pardais (Figura 5.9). Uma mesma
espécie de passaro pode apresentar uma diferenca visual grande: o mesmo péassaros pode apresentar
formas bem diversas quando esta em vdo, nadando ou em terra. A Figura 5.10 mostra trés imagens
da mesma espécie de albatroz em situacoes diferentes: em voo, na agua e em terra. A ave apresenta
formas bem diferentes em cada uma das situagbes mostradas. Algumas fotos da base de dados
mostram os passaros parcialmente oclusos.

A base de dados contém 11788 imagens rotuladas em 200 espécies diferentes de péssaros. Cada
foto apresenta apenas um passaro. As imagens foram recolhidas do sitio Flickr” e anotadas por
usuarios do Mechanical Turk® que é um servico da Amazon® onde pessoas sdo contratadas para
tarefas que necessitam da intervencao humana. Foram anotados manualmente, para cada imagem:

e A caixa envoltéria em torno do péassaro.

e 28 atributos visuais. Os atributos incluem informagoes como padrao das asas, formato dos
bicos, formato dos rabos e cores das principais partes dos passaros.

"www.flickr.com
8www.mturk.com
9www.amazon.com


www.flickr.com
www.mturk.com
www.amazon.com
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Figura 5.8: Esta figura mostra a imagem de um albatroz e de um rouzinol da base de dados Caltech-UCSD
Birds-200 2011

Figura 5.9: Esta figura mostra imagens de duas espécies diferentes de pardais da base de dados Caltech-
UCSD Birds-200 2011

e A localizagao e a visibilidade de 15 partes dos péassaros:

. costas;
. bico;
. barriga;

. peito;

. testa;

1

2

3

4

5. coroa (alto da cabega);
6

7. olho esquerdo;

8

. olho direito;

Figura 5.10: Esta figura mostra imagens da mesma espécie de albatroz em situagdes diferentes: em voo, na
dgua e na terra.
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9. perna esquerda;
10. perna direita;
11. asa esquerda;
12. asa direita;

13. cauda;
14. garganta;

15. nuca.
Os principais objetivos da base é se tornar uma base de dados de referéncia para:

e Testar algoritmos de categorizagao refinada: as espécies de passaros sao visualmente muito
parecidas. Algumas espécies sdo indistinguiveis por pessoas leigas. Assim, esta base se torna
um desafio para algoritmos de categorizacao de objetos.

e Categorizagao multiclasse: 200 categorias é uma quantidade razoavel, o que se torna também
um desafio. Sdo 10 vezes mais categorias que a base de dados do desafio VOC Pascal.

e Métodos de detecgao de partes: a detecgao de partes tem-se tornado uma importante aborda-
gem de reconhecimento de objetos [FMROS8|. Entretanto nao existem muitas bases com partes
anotadas. Esta base ajuda a preencher esta lacuna.

e Algoritmos baseados em atributos: uma abordagem muito recente que utiliza atributos visu-
ais [LNHO09]. Esta base se diferencia por, além de ter atributos anotados, ter também suas
localizagoes.

Neste experimento, foi utilizado um subconjunto da base de dados contendo um total de 13 clas-
ses distintas. Foram utilizadas as 7 espécies distintas do género Vireo existentes na base de dados
e 6 espécies de pica-paus. Este subconjunto especifico foi utilizado nos experimentos de [YBFF12]
e de |FOZ'11]. A Tabela 5.22 apresenta informagoes sobre as 13 espécies utilizadas nestes experi-
mentos: o numero da espécie na base de dados, o nome cientifico da espécie e o nimero de imagens
disponiveis na base para treinamento e teste, respectivamente, segundo a sugestao da propria base
de dados. A Figura 1.2(c) mostra uma imagem para cada uma das espécies de passaros do género
Vireo utilizadas nos experimentos de categorizagao refinada deste trabalho. De cima para baixo, da
esquerda para a direita, os passaros estao na mesma ordem das 7 primeiras linhas da Tabela 5.22.
A Figura 5.11 mostra as 6 espécies de pica-paus utilizadas neste experimento. Da esquerda para a
direita e de cima para baixo, sao imagens das 6 tltimas espécies listadas na Tabela 5.22.

Para ilustrar a anotagao das partes dos passaros, a Figura 5.12 mostra uma imagem de um
péssaro do género Vireo da classe 151 da base de dados com a anotagao referente ao bico assinalada
com uma marca quadrada em vermelho.

5.6.2 Experimentos

Foi realizado um namero grande de experimentos (cerca de 60) com variagoes quanto aos classi-
ficadores utilizados, descritores utilizados, variagoes na configuragao dos dicionarios visuais e confi-
guracoes dos descritores. Nenhuma configuragao obteve o melhor desempenho em todas as classes,
porém algumas configuragoes foram bem sucedidas em classes especificas. Apesar de ter sido feitos
testes utilizando outros classificados, o classificador linear SVM con fungao ntacleo qui-quadrado
sempre obteve o melhor desempenho. A classificacdo das espécies em 2 niveis também foi uma
abordagem bem sucedida que obteve os melhores resultados. A utilizacao das quantizagoes especiais
flexiveis (Sec¢ao 3.1) também esteve presente em todas as configuragoes que obtiveram os melhores
resultados. As principais diferencas foram em relagao aos descritores utilizados, configuracio destes
descritores e configuragao dos dicionarios visuais utilizados.
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Figura 5.11: FEsta figura mostra as 6 espécies de pica-paus utilizados neste experimento. Juntamente com
as 7 espécies de pdssaros do género Vireo, perfazem o total de 13 espécies utilizadas nos experimentos de
categorizagao refinada.

Figura 5.12: Pdssaros da classe 151 da base de pdssaros com o bico marcado com um quadrado vermelho.
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# | Nome cientifico # treinamento | # teste
151 | Vireo atricapilla 30 21
152 | Vireo solitarius 30 30
153 | Vireo philadelphicus 30 29
154 | Vireo olivaceus 30 30
155 | Vireo gilvus 30 30
156 | Vireo griseus 30 30
157 | Vireo flavifrons 30 29
187 | Picoides dorsalis 30 20
188 | Dryocopus pileatus 30 30
189 | Melanerpes carolinus 30 30
190 | Picoides borealis 29 29
191 | Melanerpes erythrocephalus 30 30
192 | Picoides pubescens 30 30

Tabela 5.22: Espécies de pdssaros utilizadas nos experimentos de categorizacao refinada deste trabalho.

Classe | AP(%) | Configuracao
151 33,4 7
152 58,8 1
153 36,3 1
154 21,2 4
155 24.9 7
156 20,3 5
157 24,7 2
187 46,4 6
188 40,4 3
189 56,5 3
190 70,0 3
191 43,9 3
192 45,8 3

MAP 40,2

Tabela 5.23: A precisao média (AP) para cada classe testada e a configuragao utilizada.

A Tabela 5.23 apresenta a melhor precisao média obtida para cada uma das 13 classes e também
a média das precisoes médias obtida com estes resultados. As configuragoes utilizadas nos expe-
rimentos que obtiveram os melhores resultados sao descritas nas tabelas 5.24, 5.25, 5.26, 5.27,
5.28, 5.29 e 5.30.

A Tabela 5.31 apresenta a comparacao dos resultados obtidos neste trabalho com outros resul-
tados de categorizagao refinada utilizando o mesmo subconjunto reportado em [YBFF12].

A Tabela 5.32 mostra o tempo de processamento de uma configuracao da aplicagao de cate-
gorizagao refinada de passaros que utiliza imagens de treinamento expandidas, 2600 imagens de
treinamento, 368 imagens de teste e descritores PHOW colorido, PHOW em niveis de cinza, GRA-
BED, PPE, LBP e SURF e um dicionario visual com 1000 palavras visuais. O tempo total de
processamento foi de 12 horas, 17 minutos e 14,29 segundos.

Foi feito um outro experimento que utiliza as anotacoes das partes e também as PRCCs. As
imagens da classe 151 foram rotuladas como pertencentes & classe 1 e as imagens das outras 12
classes foram mapeadas como pertencentes a classe 2. Foi utilizado um dicionario local de 600
palavras para a classe 151, construido utilizando-se descritores PHOW colorido. Foi criado um
modelo para cada parte das aves utilizando as partes visiveis. Usou-se a PRCC centrada no ponto
de localiza¢ao da parte com circunferéncias iguais a 15%, 30% e 45% da altura da imagem. Assim,
a PRCC para cada parte, tem 4 regioes: 3 circunferéncias e a ultima regido é a imagem inteira.
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Descritores Parametros
e¢GRABED bordas Canny, Lo = 2, R = 12, 3 escalas, fator de redugao 0,7,
QEF com 2 niveis (1 e 4 regioes)
eHistograma RGB 15 intervalos, QEF com 2 niveis (1 e 4 regioes)
oPPE 3 escalas, fator de reducao 0,7, bordas Canny,
QEF com 2 niveis (1 e 4 regioes)
ePHOW colorido QEF com 2 niveis (1 e 4 regides), intervalo de 3 pixels na grade
e SIFT calculado com raio de 2, 3, 5, 7 e 10 pixels
oPHOG um nivel e 8 intervalos de angulos
Dicionario Parametros
ePHOW Colorido 600 palavras, 1000000 de descritores aleatorios
Imagens expandidas | Nao
Sobreposigao 15 pixels
Tabela 5.24: Parimetros da Configuracao 1.
Descritores Parametros
Todos os descritores da Configuracao 1
e¢GRABED bordas Canny, Lo = 2, R = 15, 2 escalas, fator de reducao 0,5,

eHistograma RGB
oPPE
ePHOW colorido

ePHOW niveis de cinza

QEF com 2 niveis (1 e 9 regices)

5 intervalos, sem QEF

2 escalas, fator de reducao 0,5, bordas Canny, sem QEF

QEF com 2 niveis (1 e 9 regides), intervalo de 3 pixels na grade
SIFT calculado com raio de 2, 3, 5, 7 e 10 pixels

QEF com 2 niveis (1 e 9 regides), intervalo de 3 pixels na grade
SIFT calculado com raio de 2, 3, 5, 7 e 10 pixels

oLBP células de 15 pixels e QEF de 2 niveis (1 e 4 regioes)
oSURF QEF de 2 niveis (1 e 9 regioes)

Dicionario Parametros

¢PHOW Colorido 200 palavras, 1000000 de descritores aleatérios
Imagens expandidas | Nao

Sobreposigao 15 pixels

Tabela 5.25: Pardimetros da Configuracao 2.

Usando classificado SVM linear com func¢ao nucleo qui-quadrada, a confianga dos modelos criados
obtidos por validagao cruzada dos dados de treinamento utilizando o método k-fold com k = 5
estao apresentados na Tabela 5.33. Obviamente, os resultados ndo podem ser comparados com os
da Tabela 5.23 visto que a localizacao da parte nas amostras testadas também foi utilizada. Porém o
experimento é valido para mostrar a adequagao do uso da PRCC para descrever as partes e também
para mostrar que, na categorizacao refinada, as partes podem ser mais discriminantes que o todo.

Ao comparar apenas as 7 espécies do género Vireo, que sdo bem mais parecidas entre si, pode-
se entender a diferenca de resultados entre as partes. As PRCCs utilizam descritores de 3 regides
circulares centradas no ponto definidido como a parte que a piramide estd modelando e, por l-
timo, descritores da imagem inteira sao utilizados. Assim, pode-se entender porque a perna nao
demonstrou ser discriminante. As regiGes em torno das pernas das 7 espécies de passaros nao pos-
suem diferengas significativas. A espécie da classe 151 possui uma diferenga em relagao as outras 6
espécies na regiao da cabeca. A cabeca de cor preta, com olhos em tom vermelho circundados por
uma mancha branca, é a marca que distingue estes passaros dos outros. Pode-se perceber que as
partes mais discriminantes estao proximas da regido da cabega (bico, coroa, testa e nuca). Os olhos
foram a excegdo, esperava ser mais discriminante que o resultado obtido. A pouca discriminagao
do corpo do péassaro (costas, barriga, asa e garganta) é explicada pelas semelhancas que existem
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Descritores Parametros
Todos os descritores da Configuragao 1
eGRABED bordas Canny, Ly = 2, R = 15, 2 escalas, fator de reducgao 0,5,

eHistograma RGB
ePPE

QEF com 2 niveis (1 e 9 regioes)
5 intervalos, sem QEF
2 escalas, fator de reducao 0,5, bordas Canny, sem QEF

ePHOW colorido QEF com 2 niveis (1 e 9 regides), intervalo de 3 pixels na grade
SIFT calculado com raio de 2, 3, 5, 7 e 10 pixels
QEF com 2 niveis (1 e 9 regioes), intervalo de 3 pixels na grade

SIFT calculado com raio de 2, 3, 5, 7 e 10 pixels

ePHOW niveis de cinza

oLBP células de 15 pixels e QEF de 2 niveis (1 e 4 regioes)
oSURF QEF de 2 niveis (1 e 9 regioes)
Dicionario Parametros

ePHOW Colorido
ePHOW niveis de cinza

1000 palavras, 2000000 de descritores aleatoérios
1000 palavras, 2000000 de descritores aleatorios

oSURF 1000 palavras, 2000000 de descritores aleatoérios
eLLBP 1000 palavras, 2000000 de descritores aleatorios
Imagens expandidas | Sim
Sobreposigao 15 pixels
Tabela 5.26: Pardmetros da Configuragao 3.
Descritores Parametros
eGRABED bordas Canny, Ly = 2, R = 12, 3 escalas, fator de reducao 0,7,
QEF com 2 niveis (1 e 4 regides)
ePPE 3 escalas, fator de redugao 0,7, bordas Canny,
QEF com 2 niveis (1 e 4 regioes)
ePPD 3 escalas, fator de reducao 0,7, os elementos estruturantes disco
tém raio inicial igual 1 e incrementando até 500 pixels,
15 intervalos de niveis de cinza
Dicionario Parametros
eSem dicionarios
Imagens expandidas | Nao
Sobreposigao 15 pixels

Tabela 5.27: Pardmetros da Configuracao 4.

dos corpos dos passaros da classe 151 com os corpos dos passaros das outras 6 classes. Todos os
péassaros possuem o corpo com formas semelhantes e em tons aproximados de amarelo e cinza.

5.6.3 Discussao

Este trabalho propos a utilizacdo das Quantizacoes Espaciais Flexiveis e de 3 descritores ba-
seados em granulometria morfolégica, em um esquema de classificacao de 2 niveis, com modelos
especificos para cada uma das classes testadas para resolver um problema de categorizacao refinada
em um subconjunto de 13 classes da base de péassaros Caltech-UCSD Birds-200 2011. O método
proposto, baseado na abordagem do saco de palavras, obteve um desempenho superior ao de outros
trabalhos que também utilizaram a abordagem do saco de palavras para resolver o problema e ob-
teve resultado praticamente igual ao de um trabalho que utilizou as anotagoes manuais disponiveis
na base de dados. O trabalho proposto aqui nao utilizou os atributos visuais ou a anota¢ao manual
da localizagao das partes das aves para obtengao do resultado final da Tabela 5.23. Utilizou-se ape-
nas a caixa envoltoria na fase de treinamento. As imagens de teste foram utilizadas por inteiro, ndo
foram utilizadas as caixas envoltorias das imagens de teste. A vantagem de nao utilizar as anotagoes
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Descritores Parametros
eGRABED bordas morfolégicas, Ly = 2, R = 12, 3 escalas, fator de redugao 0,7,
QEF com 2 niveis (1 e 9 regioes)
oPPE 3 escalas, fator de reducao 0,7, bordas Canny,

ePHOW colorido

QEF com 2 niveis (1 e 9 regioes)
QEF com 2 niveis (1 e 9 regides), intervalo de 3 pixels na grade
SIFT calculado com raio de 2, 3, 5, 7 e 10 pixels

ePHOG um nivel e 8 intervalos de angulos
Dicionario Parametros
ePHOW colorido 600 palavras, 1500000 descritores aleatorios
Imagens expandidas | Nao
Sobreposigao 15 pixels
Tabela 5.28: Pardmetros da Configuragdo 5.
Descritores Parametros
eGRABED bordas morfolégicas, Ly = 2, R = 12, 3 escalas, fator de redugao 0,7,
QEF com 2 niveis (1 e 9 regides)
Dicionario Parametros
eSem dicionarios
Imagens expandidas | Nao
Sobreposigao 15 pixels

Tabela 5.29: Pardmetros da Configuragdo 6.

manuais, como a técnica proposta aqui, é que existe um alto custo em produzi-las e o fato das ano-
tagoes serem especificas para uma determinada base de dados prejudica a generalizacao das técnicas
que as utilizam. Outra vantagem de nossa técnica em rela¢ao a técnica proposta por [YBFF12]
que obteve o melhor resultado reportado pela literatura, é que por utilizar a abordagem do saco de
palavras, a mesma técnica poderia ser utilizada em categorizacao refinada e também em aplicagoes
de categorizacdo de objetos comuns. A técnica que foi proposta neste trabalho é basicamente incre-
mental em relacao a abordagem classica do saco de palavras. Nao existe perda de generalidade na
técnica nem aumento absurdo no custo computacional. Além disto, a proposta deste trabalho nao
é especifica para categorizacgao refinada nem para uma determinada base de dados.

Como descrito no proprio trabalho de [YBFF12], a abordagem do saco de palavras faz algu-
mas generalizagoes que levam & perda de informagoes. Para combater isto, utilizou-se um modelo
especifico por classe. Assim, pode-se ter uma configuracao de dicionério, combinacao de descritores
e parametrizagao de descritores que consigam captar as pequenas diferengas entre a classe que estéa
sendo modelada e as demais classes testadas da base de dados. O aumento do desempenho com
modelo especifico por classe foi observado ja nos experimentos da Segao 5.3 que antecederam os
experimentos desta secao.

Uma observagao interessante é que as classes com melhores resultados sao praticamente as

Descritores Parametros

oPHOW colorido

QEF com 2 niveis (1 e 9 regides), intervalo de 3 pixels na grade
SIFT calculado com raio de 2, 3, 5, 7 e 10 pixels

Dicionéario Parametros

ePHOW colorido 600 palavras, 1500000 descritores aleatérios
Imagens expandidas | Nao

Sobreposicao 15 pixels

Tabela 5.30: Pardmetros da Configuragao 7.
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Abordagem MAP (%) Referéncia
Casamento de padroes 44,73 | |[YBFF12]
Anotagoes 40,25 | [FOZ"11]
Saco de palavras 40,20 | proposta neste trabalho
Casamento de padrdes 39,76 | [YBFF12]
Saco de palavras 37,12 | [VDSGS10a]
Saco de palavras 37,02 | |[BWST10]

Tabela 5.31: Resultados de abordagens de categorizagao refinada utilizando o mesmo subconjunto da base
de pdssaros Caltech-UCSD Birds-200 2011 reportados na literatura.

Etapa Tempo (em segs.)
Construgao do dicionario visual 8960,28
Extracao dos descritores de treinamento 28626,68
Extragao dos descritores de teste 6114,49
Construgao do modelo 524,83
Teste 8,01
Tempo total 4423429

Tabela 5.32: Tempo de processamento em cada etapa do processo da aplicagcdo de categorizacao refinada
de pdssaros

mesmas em quase todas as configuracoes testadas e as classes com os piores resultados também nao
se alteram muito de uma configuragao para outra. O que leva a intuir que algumas classes sao mais
faceis de serem reconhecidas, enquanto que outras sao mais dificeis. A classe que sempre obteve os
melhores resultados foi a classe 190 e as classes com piores resultados sempre foram as classes 154,
155, 156 e 157. Visualmente, pode-se notar esta diferenca. As espécies do género Vireo sao mais
dificeis de serem reconhecidas que as espécies de pica-paus.

Outra técnica que se mostrou vélida no ganho de desempenho da aplicacao foi a geracao de novas
imagens de treinamento a partir de transformacoes aplicadas as imagens originais. A desvantagem
desta técnica é o aumento significativo do tempo de treinamento.

Outro resultado interessante é que o descritor GRABED esteve presente no melhor modelo
criado em 11 das 13 classes utilizadas neste experimento. O descritor PHOW, reportado como um
dos melhores descritores para reconhecimento de objetos, também esteve presente em 11 modelos
de classes. O GRABED mostrou melhores resultados que o outro descritor baseado em bordas
utilizados nestes testes, o PHOG. Apenas para quantificar esta diferenga, o GRABED utilizado

Parte | AP (%)
Costas 40
Bico 80
Barriga 20
Peito 40
Coroa 73
Testa 100
Olhos 20
Perna 0
Asa 0
Nuca 67
Rabo 60
Garganta 0

Tabela 5.33: Resultados da valida¢do cruzada de modelos criados a partir da localizagao das partes utili-
zando a PRCC, junto com diciondrio visual de 600 palavras construidos com descritores PHOW colorido.
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como unico descritor na Configuragao 6, que foi o melhor modelo para a classe 187. Nesta mesma
configuracao, o MAP geral, para todas as classes, foi igual a 18,7%. Em outro experimento, com
configuracao praticamente idéntica, porém utilizando apenas o PHOG, o MAP geral para todas as
classes foi de 16,6%. Uma diferenga de 12,7% em prol do GRABED. Em vérias outras configuragoes
esta diferenca se mostrou similar. O PHOG apareceu na composicao de 9 dos melhores modelos
para classes especificas, porém, sempre em conjunto com varios outros descritores enquanto que o
GRABED esteve sozinho em uma configuragdo e em conjunto com os outros 2 descritores propostos
neste trabalho em outra configuragao.

O experimento, que utiliza as localizagoes das partes anotadas manualmente para criar modelos,
mostra a adequacado da PRCC para descrever estas partes e mostra que a melhora de desempenho
nesta base de dados deve passar pela utilizacao destas partes anotadas durante a fase de treinamento.
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Capitulo 6

Conclusoes

Este trabalho trata o problema do reconhecimento de objetos, um dos mais ativos da area de
VC. Foram propostas duas novas técnicas de quantizacoes espaciais para serem utilizadas junto com
a abordagem do saco de palavras em aplicacoes de reconhecimento de objetos. Foram propostos,
ainda, trés novos descritores que utilizam granulometria morfologica e sao utilizados na criagao de
modelos de classes para aplicagbes de reconhecimento de objetos. Estas propostas foram utilizadas
em uma nova técnica para tratar um dos problemas mais desafiadores da area de reconhecimento
de objetos, a categorizagao refinada que é a categorizacdo de objetos de classes muito parecidas.
O novo método proposto, neste trabalho, para categorizagao refinada mostrou o melhor resultado
reportado até o presente momento utilizando a abordagem do saco de palavras. O resultado foi
praticamente idéntico ao de um trabalho que se utiliza da localizacao das partes das aves anotadas
manualmente e ficou atras da técnica proposta por [YBFF12|, que utiliza casamento de padroes
e um custo computacional bem maior, lidando com vetores de caracteristicas de até quase 900000
dimensoes.

Uma das novas quantizagoes espaciais proposta neste trabalho é a Quantizagao Espacial Flexivel
(QEF). Ela é baseada na tradicional SPM proposta por [LSP06] e elimina varias de suas restrigoes.
A QEF permite qualquer nimero de niveis e quaisquer divisGes espaciais retangulares dentro de
um mesmo nivel. Os pesos utilizados nos diferentes niveis também nao seguem ao proposto pelo
artigo original. Nao existe a eliminagao dos casamentos de descritores que ocorrem em niveis mais
profundos da contagem de casamentos dos niveis mais altos, como proposto pelo artigo original e
adicionou-se um parametro que determina o nimero de pixels em que a area de uma regiao avanga
sobre uma outra regido adjacente dentro de um nivel. A ideia destas flexibilizacoes é que, durante
a etapa de treinamento, a melhor configuracao da quantizag@o espacial podera ser testada para a
criagao de um modelo de classe mais efetivo. Utilizou-se um subconjunto de classes de uma base de
dados publica, a base de passaros Caltech-UCSD Birds-200 2011, onde foram feitas comparagoes
entre as diferencas propostas pela QEF e a SPM tradicional em uma aplicacao de categorizagao de
objetos. A QEF mostrou uma acuracia 6% melhor nos resultados.

Este trabalho propoe também 3 descritores baseados em aberturas morfolégicas. O primeiro
descritor proposto, chamado de GRABED, é calculado aplicando-se uma familia de granulometrias
no mapa de bordas da imagem o que difere do uso tradicional da granulometria que geralmente é
aplicada diretamente nos niveis de cinza da imagem original. Os EEs utilizados sdo todos lineares e
possuem comprimento crescente. Um conjunto de EEs lineares crescentes, com uma mesma, orien-
tagao, forma uma familia de EEs que gera um padrao de espectro. Sao utilizadas varias orientagoes
diferentes e vérios padroes de espectro sao gerados no processo de calculo do descritor. O GRABED
utiliza a QEF e também calcula os mapas de bordas utilizando diferentes escalas. O descritor mede
a distribuicao da orientacdo, como o HOG, e também a distribuicao das extensées das bordas. O
GRABED foi utilizado, em combinacao com outros descritores, no reconhecimento de instancias de
monumentos em uma base coletada do sitio Flickr. O GRABED foi comparado a outros descritores
utilizando cinco classes da base Caltech-101 e obteve resultado similar aos melhores descritores
reportados na literatura e também utilizados nesta comparagio. Finalmente, o GRABED foi utili-
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zado como descritor no novo método proposto de categorizagao refinada e esteve presente no melhor
modelo de 11 das 13 classes testadas neste experimento. Outra importante observagao é que, no
experimento da categorizagao refinada que utilizou a base de dados Caltech-UCSD Birds-200 2011,
o descritor GRABED obteve resultados superiores ao PHOG, outro descritor que caracteriza o gra-
diente das imagens e é listado na literatura como um dos melhores descritores para reconhecimento
de objetos.

O descritor PPE computa um histograma normalizado de todos os padroes 3x3 presentes no
mapa de bordas de uma imagem. O descritor também utiliza a QEF e varias escalas em seu computo.
Por causa do tamanho final do descritor, usou-se uma técnica de selecao de caracteristicas para
limitar os histogramas apenas aos 50 padroes 3x3 mais discriminantes. Ele também foi utilizado na
aplicacao de categorizagao refinada nos melhores modelos de 10 das 13 classes testadas da base de
passaros.

Finalmente, o ultimo descritor proposto, neste trabalho, é o PPD que, ao contrario dos outros
dois, aplica uma série de aberturas em imagens binérias calculadas através de intervalos dos valores
de niveis de cinza da imagem original. As aberturas utilizam EEs circulares com raios crescentes
onde o raio atual vale duas vezes o raio anterior. Este descritor é utilizado na criagdo do melhor
modelo da classe 154 na aplicagdo de categorizagao refinada testada neste trabalho. Alias, o melhor
modelo da classe 154 utiliza os 3 descritores propostos neste trabalho, e apenas eles.

As Quantizactes Espaciais tradicionais, como a SPM, melhoram a abordagem do saco de pa-
lavras porém nao sao invariantes a rotagao. Varios objetos presentes em uma cena podem estar
rotacionados, como, por exemplo, um livro, uma caneta ou uma lata de refrigerante. As Piramides
de Regioes Circulares Concéntricas (PRCC), propostas neste trabalho, sdo uma nova divisao espa-
cial que, utilizadas em conjunto com o saco de palavras e sem perder o incremento de desempenho
das quantizagOes espaciais, aumentam a robustez a variagoes de orientacoes dos objetos presen-
tes em cena. A comparacao entre a quantizacao espacial com divisGes retangulares e a PRCC foi
efetuada utilizando 5 classes de uma base de dados piiblica, a Caltech-101, e os resultados foram
surpreendentes. Além de melhorar os resultados da categorizagdao de objetos em situagao normal,
sem rotagao dos objetos, em 1,7%, melhorou os resultados em um cenério de rotagao dos objetos
em cena, em 78%.

Por tltimo, este trabalho utilizou as técnicas propostas para resolver um dos problemas mais
dificeis da area de reconhecimento de objetos, a categorizagao refinada. Utilizou-se a base de péssaros
Caltech-UCSD Birds-200 2011 para efetuar os experimentos em um subconjunto de 13 classes
distintas, utilizado em véarios trabalhos anteriores. O método de categorizagao refinada, proposto
aqui, utiliza uma classificacdo em 2 niveis e cria 14 modelos para cada descritor visual utilizado na
aplicagao. Um dos modelos classifica a amostra como pertencente ao género Vireo ou as espécies
de pica-paus e os outros 13 modelos classificam a amostra na classe final. Modelos, que obtiveram
um nivel de confianca baixo durante uma etapa de validagao cruzada, na fase de treinamento, sao
eliminados. Os resultados dos modelos restantes sdo combinados. A maior média das probabilidades
é utilizada para o rotulo final da amostra. Além desta classificacdo em 2 niveis utilizando varios
descritores e modelos, utilizou-se uma configuragao ideal por classe testada. O resultado final desta
técnica foi superior a todas as outras técnicas que utilizaram a abordagem do saco de palavras,
empatou com um trabalho que utilizou a localizacao das partes anotadas manualmente e s6 obteve
resultado inferior a de uma técnica que utiliza casamento de padrdes e uma versao modificada da
técnica de bagging, a um custo computacional alto: sao utilizados vetores de caracteristicas de quase
900000 dimensoes. A QEF esta presente em todos os modelos com melhor desempenho, e pelo menos,
um dos 3 descritores propostos neste trabalho esté presente em 11 dos 13 modelos criados para as
classes. Foi feito também um pequeno experimento utilizando o PRCC para descrever as partes
dos passaros anotadas. Foram utilizadas aves da classe 151 como conjunto positivo e as demais
classes como conjunto negativo. Foi criado um modelo para cada parte do passaro e, utilizando-
se a confianca calculada durante a validagao cruzada na fase de treinamento, tivemos precisao de
100% para a testa, por exemplo. Estes resultados, apesar de nao poderem ser comparados aos
resultados finais obtidos anteriormente, mostram a adequagao do uso da PRCC para descrever as
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partes anotadas.

6.1 Sugestoes para Pesquisas Futuras

Uma extensao da QEF ¢é a utilizacao de regides nao retangulares. Uma etapa de segmentagao
pode ser utilizada para criar quantizacoes espaciais que se encaixam mais naturalmente as fronteiras
e bordas presentes nas imagens. Estas quantizagoes espaciais teriam, em um primeiro nivel, apenas
uma regiao, ou seja, a imagem inteira. Uma segmentagao hierarquica pode ser aplicada e dividiria o
primeiro nivel em duas regioes, por exemplo, seguindo bordas naturais presentes nas imagens. Estas
subdivisbes seriam aplicadas recursivamente até a obtengao de regides planas. O uso de operadores
morfologicos conexos parece ser uma boa op¢ao para a construcao deste tipo de quantizagao espacial.

O mapa de bordas bem como as imagens em niveis de cinza apresentam uma grande variedade
de caracteristicas que podem ser exploradas na construgao de descritores que captam propriedades
discriminantes de classes de objetos. Os 3 descritores apresentados neste trabalho dao uma pequena
amostra deste poder. Varias outras caracteristicas podem ser exploradas, como, por exemplo, as
ramificacoes das bordas, as terminacoes e as jungoes. Terminacoes e juncées podem facilmente ser
caracterizadas por uma versao modificada do descritor PPE.

As PRCCs mostraram resultados promissores nas bases testadas. Uma modificagéo a ser testada
é seu comportamento utilizando um descritor invariante a rotagao como o SURF.

Uma extensao 6bvia ao método de categorizacao refinada mostrada aqui é a utilizagdo do PRCC
para descrever as partes anotadas dos péssaros. Foi feito um teste neste sentido utilizando a PRCC
para criar um modelo da parte e este modelo foi validado no préprio conjunto de treinamento utili-
zando a anotacao da parte para extrair o descritor da amostra a ser testada. O resultado utilizando
a anotacao no teste foi excelente. Uma das partes obteve uma precisao de 100% para validacao
cruzada usando o método k-fold com k£ = 5. Este resultado valida o descritor, o classificador e a
divisao espacial proposta neste trabalho, usados no experimento. Porém, para aplicar esta técnica
em amostras de teste sem utilizar a anotacao da parte, sera necessario criar um algoritmo de locali-
zacao da parte no teste. O problema de categorizagao refinada passa a ser visto como um problema
de localizagao da parte, visto que, apds a localizagdo da parte na amostra de teste, a classificagao
implica um desempenho muito bom. A criacdo deste algoritmo de localizagdo de partes, a partir de
amostras das mesmas partes no conjunto de treinamento, é uma interessante extensao deste traba-
lho. Cada classe seria representada por uma série de modelos e cada modelo representa uma parte.
A combinacdo dos resultados para a rotulagao final da amostra pode dar pesos diferentes a partes
diferentes para cada classe testada. Assim, espécies com caracteristicas discriminantes nos olhos,
por exemplo, teriam o modelo respectivo com um peso maior na combinacao de classificadores.

Uma outra modificacao seria a escolha automética dos pesos dos modelos na combinagao final
de classificadores, a partir de validagoes efetuadas durante a fase de treinamento.

Uma extensao, um pouco mais complexa para este trabalho, seria a utilizagao dos sons e videos
dos péassaros no processo de categorizacdo refinada. Existem disponiveis na Web catalogos! de
passaros com sons de seus cantos e videos. A utilizagdo do som dos cantos e dos movimentos dos
péassaros nos videos poderia trazer mais elementos a serem utilizados em uma aplicacao de suas
categorizacoes.

Lwww.allaboutbirds.org
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Apéndice A

Detalhes de Codificacao e o Arcabouco
Orientado a Objetos

Este apéndice mostra alguns detalhes da codificacdo em Matlab, dando énfase aos recursos
utilizados para tornar o coddigo reutilizavel em diferentes aplicagoes, acessando diferentes bases
de dados e utilizando descritores e classificadores diversos. Descrevemos também a evolucao do
c6digo escrito em Matlab para um arcabougo orientado a objetos, escrito em Java, de aplicagoes de
reconhecimento de objetos.

A.1 Codificagao em Matlab

Durante o desenvolvimento deste trabalho, tivemos uma preocupacao constante de evitar, ao
méximo, reescrita de coédigo. Uma constatagdao que tivemos, ao longo dos anos trabalhando com
Visao Computacional, é que pouco ou nenhum c6digo é reutilizado em aplicagoes diferentes. Mesmo
que estas aplicacbes sejam, a grosso modo, muito parecidas: a grande parte das aplicacoes de
categorizacao de objetos segue um mesmo molde. As aplicagbes possuem, basicamente, os seguintes
passos:

1. Parametrizag¢ao: neste passo a parametrizagao ¢é lida de algum arquivo externo ou recebida
como argumento da linha de comando.

2. Base de dados: a base de dados é lida e uma estrutura interna armazena as categorias, arquivos
e outras informacoes inerentes & base de dados.

3. Geragao de matrizes de descritores: os descritores do conjunto de imagens de treinamento sao
gerados. Pode ser necessario construir dicionarios visuais neste passo.

4. Gerag¢ao de modelos: sao criados modelos para as categorias da base de dados.

5. Testes: sao gerados descritores para cada amostra de teste, estes descritores sao aplicados aos
modelos criados com o conjunto de treinamentos. Um rétulo final ou uma lista contendo a
possibilidade da amostra de teste pertencer a cada uma das categorias da base de dados é
gerada.

6. Medidas de desempenho: uma comparagao entre os rotulos produzidos pela aplicagdo e os
rotulos do gabarito da base de dados é feita e é gerada uma medida que mede a eficiéncia
desta aplicacao permitindo uma comparacao com outras reportadas pela literatura.

Muitas vezes, ao se alterar a base de dados, descritores, classificadores ou a abordagem utilizada
(multiclasse ou classifica¢ao binéria) nos vemos reescrevendo a aplicagao inteira, inclusive porgoes
de coédigos bem parecidos. Para evitar isto, utilizamos caracteristicas novas da linguagem Matlab
como células, introspeccao, ponteiros para funcoes e, ainda, tentamos modularizar ao maximo as
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fungoes definindo as responsabilidades, diminuindo o acoplamento e aumentando a coesao. Tudo
isto nos permitiu, em uma mesma aplicagdo, utilizar diferentes bases de dados, gerar diferentes
descritores e combina-los de diferentes maneiras, utilizar diferentes classificadores, criar modelos
baseados em descritores e classificadores, combinar estes modelos de diferentes maneiras para obter
a rotulagao final e, ainda, utilizar diferentes medidas de avaliagao de desempenho. Utilizamos, ainda,
abordagens multiclasse e de classificacdo binaria em uma mesma aplicagao Matlab dependendo da
parametrizagao passada.

A listagem A.l1 mostra um trecho de cdédigo em Matlab que carrega os parametros padroes,
recebe como parametro uma configuracao especifica que modifica a parametrizacao padrao e mostra,
ainda, a chamada a carga de informagoes do banco de dados de acordo com a parametrizagao e a
configuracao anteriores. Cada base de dados diferente possui uma fungao de carga especifica que
¢é atribuida para ao campo init _bd da variavel params. A listagem A.2 mostra um exemplo de
configuragao especifica para uma execuc¢ao de uma aplicacao de categorizacao de objetos. Foram
utilizados trés descritores diferentes (linha 17) e apenas o primeiro descritor faz uso de um dicionério
visual de 600 palavras (linha 26).

1 function main(varargin)

2 % Main program

3 % Author: Arnaldo Camara Lara

4 % Date: 03/31/2011

5 % Database: Instance Monuments Search

6 % Objective: build a classifier to find an instance of a monument
7
8
9

% initialize parameters

params = init params;
10
11 if Tisempty(varargin)
12 config = varargin{1};
13 end;
14
15 params = set config(config, params);
16

17 % initialize database
18 if isfield (params, ’init db’) && (Tisempty (params.init_db))

19 DB = params.init db(params);

20 else

21 fprintf (1, ’'DB must be setup!\n’);
22 return ;

23 end;

Listing A.1: Trecho de cddigo mostrando o passo inicial de uma aplica¢ao de categoriza¢ao de objetos
carregando pardmetros e informacoes da base de dados.

% run combined descriptors
clear;

config.verbose = 1;
config.init db = @init landmarks db;

0 O T W

% features

config .phow.step = 5;

config .phow.sizes = [2 4 6 10];
config.feat.save = 1;
config.feat.load = 0;
config.feat.axis value = 500;
config.feat.axis = 1;
config.trainset size = 15;
config.testset size = 5;
config.feature extractor = {@phow quant, @ppe3, @histogram ab};
config.edge method = Q@edge canny;
config.edge calc = ’'rgb2gray’;

i el e e e e e
© 0O Ttk WK+~ OO©
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20 config.ppe3.nscales = 3;

21 config.pped.list strels = [];

22 config.histogram ab.nbins = 30;

23 config.feat.quantize location = {1, 0, 0};

24 config.feat.diml = {2, 0, 0};

25 config.feat.dim2 = {2, 0, 0};

26 config.build dic = {@build visual dic_class, [], []};

27 config.visual dic.max descriptors = {600000, NaN, NaN};

28 config.visual dic.num_ codewords = {600, NaN, NaN};

29 config.visual dic.max search dic = {15, 15, 15};

30 config.visual dic.dicset size = {15, 15, 15};

31 config.feature descriptor builder = {@feat2bow quant_ loc, @Qcell2feat , Qcell2feat
b

32 config.feature selector = [];

33 config.segmentation method = [];

34

35 % approach

36 config.build model = @build model combined pegasos;

37 config.kernel method = @Qchi2 kernel;

38 config.homkermap.N = 1;

39 config.svm.C = 10;

40 config.svm.biasMultiplier = 1;

41 config.test = Qtest combined pegasos;

42

43 % name

44 config.feat filename = ’feat cd landmarks’;

45 config.model filename = ’'model cd pegasos landmarks’;

46 config.temp model filename = ’temp model cd pegasos landmarks’;
47

48 main(config);

Listing A.2: Configuragao especifica para uma execugdo da aplicagdo.

A.2 Arcabouco Orientado a Objetos

Uma evolucao natural do cédigo descrito na secao anterior é implementar uma aplicagao de ca-
tegorizacao de objetos em um arcabouco orientado a objetos. Este arcabougo permitiria a utilizacao
de modernas técnicas de Engenharia de Software [Pre09] com o intuito de atingir alto grau de produ-
tividade, qualidade, confiabilidade, suportabilidade e manutenibilidade. Além disto, utilizando um
ambiente de desenvolvimento sem custo, possibilitaria executar aplicagoes de Visao Computacional
fora do ambiente Matlab que é uma ferramenta comercial de alto custo.

A.2.1 Escolha do Java

A codificagdo de aplicagoes de Categorizacao de Objetos em Matlab é natural, pois grande
parte da pesquisa de ponta nesta area é feita utilizando Matlab. Os sitios de alguns dos principais
autores da area, como Torralba!, Felzenswalb?, Lazebnik® e Fei-Fei?, disponibilizam cédigos de suas
mais recentes pesquisas em Matlab. Os principais desafios da area, como VOC Pascal [EGWT10] e
TRECVID |[OAF*10], também disponibilizam c6digos aos participantes em Matlab.

Assim, um dos requisitos do arcabouco orientado a objetos é a capacidade de executar func¢oes
escritas em Matlab. Algoritmos recém disponibilizados nos sitios dos autores em Matlab poderiam
ser rapidamente utilizados no arcabouco para incorporar as novas funcionalidades ou para serem
testados juntamente com outras fungdes similares. Se for necesséria, uma reimplementacao da fungao
utilizando uma linguagem de programacgao mais eficiente, como o C, por exemplo, poderia ser feita

"http://web.mit.edu/torralba/www//
Zhttp://www.cs.brown.edu/ " pff/
3http://www.cs.illinois.edu/homes /slazebni/
“http://vision.stanford.edu/ ~feifeili/
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futuramente e a interface da chamada da funcao original seria mantida e, assim, os codigos de
chamada a esta fung@o continuariam preservados.

A linguagem de programacao Java foi escolhida para implementar o arcabougo orientado a
objetos pelas seguintes razoes:

e A linguagem de programacio Java®, desenvolvida por James Gosling na Sun Microsystems,
durante a década de 90, que foi posteriormente adquirida pela OracleS, é uma das linguagens
de programagao mais utilizadas do mundo [Tio12].

e Java é uma linguagem de programacao orientada a objetos que roda em uma maquina virtual
com implementagdes em diferentes arquiteturas. O cédigo binério roda em qualquer maquina
virtual sem a necessidade de ser recompilado.

e A linguagem de programagcao e o ambiente de execugao Java estdo disponiveis sem custo.
Existe, ainda, uma infinidade de bibliotecas, ambientes de desenvolvimento, ferramentas e re-
cursos disponiveis, sem qualquer custo, facilitando o processo de desenvolvimento, manutencao
e instalacao de aplicagoes.

e Existem intimeros meios de comunicacao entre o Matlab e o Java e desde a versao 6 (R12), o
Matlab possui uma méaquina virtual Java incorporada.

e Existe uma API nativa, a JNI, que permite ao Java executar coédigo escrito nativamente, na
linguagem C.

e A OpenCV |BKO08] é uma biblioteca de Visao Computacional com uma extensa lista de fungoes
escritas em C e C++ com o intuito de serem utilizadas em aplicagoes de VC em tempo-real.
Além do C e C++, existe uma interface para acesso as fungoes em Python e um projeto de
terceiros que acessa a biblioteca em Java, o JavaCV [Aud12].

A.2.2 Comunicacao Java-Matlab

Executar uma aplicacao Java do Matlab é trivial. Existe uma maquina virtual Java, a JVM,
incluida no ambiente de programagao Matlab e qualquer aplicagdo Java pode ser executada deste
ambiente. Executar aplicagoes escritas em Matlab da plataforma Java é um pouco mais complexo.
Existem algumas opgoes:

e O Matlab Builder JA é uma ferramenta oficial da Mathworks”, empresa proprietaria do
Matlab, que permite criar classes Java a partir de programas escritos em Matlab. As classes
Java geradas sdo empacotadas em arquivos jar (bibliotecas dinAmicas da plataforma Java) e
podem ser distribuidos sem custo e sem a necessidade de qualquer instalacdo do Matlab. A
principal desvantagem desta op¢ao é o custo da ferramenta. Esta ferramenta nao faz parte do
pacote bésico do Matlab e tem um alto custo.

o Java-to-Matlab Interface é uma biblioteca ndo documentada disponibilizada pela préopria
Mathworks que permite que aplicacdes Java chamem cédigo Matlab. Esta biblioteca esta
no arquivo jmi.jar e é disponibilizada em todas as versées do Matlab.. A grande desvantagem
de utiliza-la é, obviamente, a falta de documentagéo e de suporte oficiais. Alguns sitios na
Web disponibilizam tutoriais sobre sua utiliza¢do, como em [Alt12].

o JAMAL, do inglés Java Matlab Linking, é uma biblioteca que torna possivel a chamada de
funcoes Matlab de classes Java passando e retornando tipos primitivos do Java e seus vetores.
Esta biblioteca é baseada na tecnologia Java RMI (Remote Method Invocation). Mais detalhes
sobre sua utilizagao podem ser encontrados em [Khal2|.

Swww.java.com
Swww.oracle.com
"www.mathworks.com
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Figura A.1: Diagrama de classes mostrando a classe abstrata AplicRecObjetos e suas classes derivadas.

e Matlabcontrol é uma biblioteca Java que permite controlar uma ou mais sessoes Matlab de
uma aplicacao Java de fora do ambiente Matlab. As aplicagbes Matlab sdo executadas sem
intervencao manual e é construida utilizando a interface RMI do Java e a biblioteca JMI
disponibilizada pela Mathworks. O projeto esta hospedado em [Whil2].

No sitio http://code.google.com/p/matlabcontrol /wiki/ApproachesToControl estdo descritas
algumas outras formas de uma classe Java controlar uma sessao Matlab ou executar um programa
escrito em Matlab. Em nossa implementacao utilizamos a biblioteca Matlabcontrol desenvolvida por
K. Whitehouse.

A.2.3 Implementacao do Arcaboucgo Orientado a Objetos

O arcabougo orientado a objetos foi implementado utilizando linguagem Java. A comunicagao
entre a aplicagao Java e o Matlab, onde varias fungoes sao executadas, é implementada utilizando
a biblioteca Matlabcontrol, descrita na segao anterior. Utilizamos diagramas de classes do UML
para descrever o arcabougo. A UML é um conjunto de notagoes graficas que auxiliam na descrigao
de sistemas de software, especialmente aqueles construidos utilizando o paradigma de orientagao a
objetos [Fow04].

A Figura A.1 apresenta um diagrama de classes mostrando a classe abstrata AplicRecObje-
tos. Quaisquer aplicagbes do arcabougo precisam derivar desta classe. Sdo mostradas trés classes
derivadas da classe abstrata AplicRecObjetos. Cada uma destas classes é uma aplicagao concreta
utilizando uma base de dados instanciada, uma lista de descritores e seus respectivos parametros e
uma lista de classificadores. O método inicializa é reescrito e objetos da base de dados, descritores e
classificadores, sao instanciados neste método. A classe ModoAplicacao controla se a aplicagdo esta
em treinamento ou teste. A classe AplicRecObjParams armazena parametros relativos a aplicagéo.

Figura A.2 mostra o diagrama de classes de bases de dados. A classe ServicoBaseDados possui
o codigo necessario para carregar informacoes das bases de dados. A classe BaseDados € abstrata
e todas as bases de dados estendem esta classe. A classe Classe modela as diferentes categorias da
base de dados. As categorias podem estar em diferentes niveis.

A Figura A.3 mostra o diagrama das classes de imagens. A classe ServicoConjImagem gera os
conjuntos de treinamento e teste. Cada conjunto é uma instancia da classe ConjlImagem. A classe
TipoConjImagem define se o conjunto de imagem ¢ teste ou treinamento. O conjunto de imagem
possui uma lista de instancias de RegConjlImagem e cada instancia de RegConjImagem possui
uma instancia de imagem, classe e informagoes sobre a rotulacao daquela imagem. Cada objeto
da classe Imagem pode ter uma maéascara ou uma caixa envoltéria para ser utilizada na etapa de
treinamento.


http://code.google.com/p/matlabcontrol/wiki/ApproachesToControl

92 APENDICE A

<<Java Class>>
(5 BaseDadosException <<Java Class=> sstatus <<Java Enumeration==

(}BaseDados o (€] Dados
br. sp i, vision, alara recobjetos. basedados -1 | brusp ime. visian. stars recstistos asedados madslo

br.usp.ime. vision.alara recobjetos. basedad

#6F2eagdos

ses 0%

<<Java Class=>
(®Classe

br.usp.ime. vision alars. recobjetos. basedados.modelo

#classes

0.*

=<Java Class=>
(2 BaseDadosInstanciaObjetos
br.usp.ime. vision alara. recobjetos. basedados.modelo

=<lava Class=»
(9 BaseDadosInstanciaMonumentos
br.usp.ime. vision 2lars.recobjstos basedados. modsk

<<lava Interfaces>
3 PossuiClasse
br.usp.ime.vision.alara recobjetos. basedados modsio

==lava Class>>

(2 BaseDadosCaltech101

br.usp.ime. vision.alara.recobjetos basedados.modelo

==Java Clags>>

(2 BaseDadosCaltech101Tiny

br.usp.ime. vision.alara. recobjetos. basedados. modelo

=<lava Class=>

(& BaseDadosWeizmann
br.usp.ime. vision. alara.recobjetos. bassdados.model

<<lava Class>>

(3 servicoBaseDados
br.usp.ime. vision. alara.recobjstos basedados. servico

Figura A.2: Diagrama de classes mostrando as classes de bases de dados.

A Figura A.4 mostra o diagrama das classes relativas aos descritores. A classe abstrata Des-
critor € a classe ancestral de todas as classes de descritores, como a LBP, PHOW ou SURF. Um
descendente da classe Descritor recebe no construtor um objeto de alguma classe descendente da
classe abstrata DescritorParam com as parametrizagoes especificas daquele descritor. O método da
classe Descritor extraiDescritores cria um objeto da classe FachadaM atlab e repassa os parametros
do descritor e a lista de imagens com suas categorias respectivas. Um objeto descritor pode possuir
um objeto da classe DicionarioVisual e ainda um objeto da classe QuantizacaoE spacial. Fxistem
duas classes derivadas da QuantizacaoE spacial, a PiramideEspacial e a PiramideCircular. Ob-
jetos da classe PiramideCircular implementam as Pirdmides de Regides Circulares Concéntricas
descritas na Segao 3.3.

O diagrama de classes dos classificadores sao mostrados na Figura A.5. A classe abstrata Clas-
sificador possui um descendente, o ClassificadorGenerico. O ClassificadorGenerico é a classe pai da
classe SVM que possui como descendente a classe SVMBinario. Finalmente, a classe SV M Pegasos
descendente de SVMBinario é a primeira classe concreta nesta hierarquia de classes. A classe SVM
possui um atributo da classe Kernel. Implementamos a classe concreta KernelChi2 descendente
de Kernel. A classe ServicoM odelo possui métodos que permitem o treinamento, teste e calculo do
resultado final da classificagdo. O classificador aplicado aos descritores do conjunto de imagens de
treinamento gera um objeto da classe Modelo. Uma colecao de modelos é aplicada a amostras do
conjunto de testes e, utilizando objetos da classe CombinacaoClassificadores, os resultados sao
combinados e a rotulacio final da amostra é encontrada.

A Figura A.6 mostra o diagrama de classes utilitarias. A principal classe deste diagrama é a
classe FachadaMatlab que implementa a interface Fachada e recebe como pardmetro um objeto
da classe PropriedadesMatlab que armazena varios pardmetros necessarios para a comunicagao
com o Matlab. A classe FachadaM atlab implementa o padrao de projeto Fachada. Padroes de
projeto sao classes e objetos que se comunicam e sao adaptados para resolver um problema geral
em um contexto especifico [GHJV94]. O padrao de projeto Fachada tem como objetivo fornecer
uma interface unificada para um conjunto de interfaces em um subsistema. Em nosso contexto,
toda comunicagao com o Matlab é feita através da classe FachadaM atlab, portanto é a tinica que
conhece os detalhes da comunicacao. Uma das vantagens da utilizacao deste padrao de projeto
é que, caso exista a necessidade de trocar a tecnologia de comunicacdo com o Matlab, apenas a
classe de fachada é alterada. Todas as outras classes que disparam fung¢oes no Matlab continuam
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Figura A.3: Diagrama de classes mostrando as classes de relacionadas com as imagens.

preservadas, chamando pela interface da chamada. Apenas os detalhes internos da classe de fachada
seriam alterados.

A Figura A.7 mostra o diagrama das classes de resultados. A classe ResultadoM odeloImagem
armazena os resultados individuais das imagens por modelos. A classe CalculaResultados calcula as
medidas de desempenho e as classes ResultadoModelo e ResultadoM odeloMultiClasse calculam
as medidas para cada modelo utilizado.

A.2.4 Direcoes Futuras

Pretendemos disponibilizar publicamente o arcabougo de reconhecimento de objetos em breve.
Porém alguns ajustes ainda sao necessarios. O principal ajuste é em relagdo a configuracao da
aplicacdo. E necessaria uma extensa parametrizacio para que uma aplicacio de reconhecimento de
objetos rode. E preciso facilitar a parametrizacao do arcabouco para que seu uso se torne viavel.
Uma nova funcionalidade bastante interessante seria o acesso a fungoes da biblioteca OpenCV
através do projeto JavaCV.
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Figura A.4: Diagrama de classes mostrando as classes de descritores.
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Apéndice B

Participacao no TRECVID 2011

O TRECVID [OAF*10] ¢ uma conferéncia e uma competigao anual com o objetivo de promover
0 progresso na area de anélise e avaliagao de videos. Dentro da competicao existem 6 tarefas e
cada time participante escolhe uma ou mais tarefas para escrever uma solucao e submeter os seus
resultados. As tarefas nas edi¢bes de 2010 e 2011 foram: indexacdo seméntica, procura por item
conhecido, deteccao de copia baseada em contetido, deteccao de eventos de seguranca, deteccao de
eventos de multimidia e busca por instancias. Em sua edigao de 2010, foi proposta uma tarefa piloto
de busca por instancias em uma colecao de videos. Os resultados foram bem pobres e o problema
ganhou a atencao da comunidade de VC. A tarefa consiste em receber uma ou mais imagens de
uma instancia e procurar as 1000 cenas mais provaveis de conter aquela instancia, procurando em
uma colecao de dezenas de milhares de videos. Apesar do tempo de busca e a localizagao exata da
instancia dentro do quadro serem fatores importantes para a avaliacao das técnicas, estes fatores
ainda nao foram levados em consideragao na avaliagdo dos resultados. Cada instancia pode ser do
tipo objeto, lugar, pessoa ou personagem. Técnicas diferentes podem ser utilizadas para cada tipo
de instancia. A nossa participagao foi publicada em [LH11a].

B.1 Bases de Dados

Esta segao descreve as bases de dados utilizadas na edigao 2011 da tarefa de busca por instancias
do TRECVID.

B.1.1 Sound & Vision

Esta base de dados do desafio TRECVID foi disponibilizada em 2009 e utilizada na tarefa busca
por instancias de 2010 e 2011. Em 2010, foi a base de teste e, em 2011, a base de treinamento.
Sao 400 videos produzidos pela TV holandesa, disponibilizados em formato MPEG-1 e totalizando
114,8 GB de dados. Para o desafio, foram divididos em 61091 cenas. Os videos sao protegidos por
leis de direitos autorais e nao estao disponiveis publicamente.

B.1.2 BBC Rushes

Base de dados disponibilizada para a tarefa busca por instancia de 2011 do TRECVID foi a
base de teste para a tarefa da edicao de 2011. Sdo videos de vérios programas nao editados da
BBC, canal de TV do Reino Unido. A base de dados é dividida em cenas aproximadamente do
mesmo tamanho, cerca de 30 segundos, perfazendo um total de 20982 videos e 56,8 GB de dados.
Os videos sao protegidos por leis de direitos autorias e nao estao disponiveis publicamente, apenas
para os participantes do desafio TRECVID. A Figura B.1 mostra alguns quadros das bases de dados
utilizadas na tarefa busca por instancias do desafio TRECVID.
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(b) Exemplos de quadros da base BBC' Rushes.

Figura B.1: Exemplos de quadros das duas bases de dados utilizadas na tarefa busca por instdancias da
edi¢ao 2011 do desafio TRECVID.

B.2 Revisao Bibliografica

Esta secao descreve os métodos que obtiveram os melhores resultados na edigao 2010 da tarefa.

O trabalho [LPWT10] submetido na edigao 2010 do desafio TRECVID utiliza duas aborda-
gens: uma para pessoas e personagens e outra para objetos e locais. Na abordagem para pessoas e
personagens sao extraidas caracteristicas locais e globais dos quadros das consultas e das bases de
dados. Um modelo é criado para cada consulta utilizando os quadros de exemplos. Para as caracte-
risticas locais, sao localizados 13 pontos marcantes nas faces e calculadas as intensidades dos pixels
a um raio de 15 pixels de cada um dos pontos marcantes. Este descritor possui 1937 dimensoes.
O vetor de caracteristicas globais desta abordagem utiliza o descritor LBP com regides 5 x 5 e
30 intervalos de intensidades dos pixels totalizando 750 dimensdes. Na abordagem para objetos e
locais, sao extraidos descritores SIFT e histograma RGB. Sao construidos dois dicionarios visuais
utilizando o descritor SIFT com 2048 e 16384 palavras. Uma medida de similaridade entre o modelo
criado a partir das consultas e um modelo criado para cada cena é calculada utilizando distancias
L1 e L2 para identificar os quadros da base de dados com maior probabilidade de ter a insténcia
procurada. Uma combinacao utilizando pesos diferentes entre as caracteristicas locais e globais é
utilizada. Este trabalho obteve o melhor resultado em duas consultas de pessoas.

O trabalho descrito em [GCL™'10] obteve o melhor resultado em duas consultas de pessoas. A
técnica foca a busca por pessoas e personagens através do reconhecimento de faces. Foram utilizados
varios descritores, como o histograma HSV, ondaleta de Gabor, HOG, LBP e o correlograma HSV.

Dicionarios visuais de 4096 e 512 palavras, que usam o descritor SURF e implementados através
da OpenCV [BKO08§|, no trabalho de [SDK™'10], obtiveram o melhor resultado em uma consulta de
pessoa.

O trabalho proposto em [BMHT10] utiliza 5 descritores diferentes: ondaletas de Gabor para
reconhecimento de faces; descritores SIFT sao utilizados na abordagem do saco de palavras para
a construcao de dois dicionarios visuais com 100 e 1000 palavras; descritores SIFT em pontos de
interesse, HOG e descritor covarianca de regioes que utiliza uma distancia baseada em autovalores.
Quatro abordagens diferentes de fusao dos resultados de cada descritor foram testadas e chegou-se
a conclusdo de que a utilizagdo de descritores tinicos, sem fusdo, obteve resultados melhores que
os resultados que utilizaram fusdo de varios descritores. Esta técnica obteve o melhor resultado de
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duas consultas: uma de pessoa e uma de objeto.

B.3 Submissao

Esta secao descreve a nossa participagdo no TRECVID edigao 2011 na tarefa de busca por
instancia. De um total de 48 times inscritos na tarefa, apenas 13 times submeteram resultados a
este desafio na edigdo 2011. Fomos o tnico time da América do Sul a submeter resultados. Na
edicao 2011 da busca por instancia, foram 25 consultas no total, sendo 17 consultas de objetos, 6
consultas de pessoas e 2 consultas de locais. Cada consulta pode ter até 6 exemplos de quadros com
a respectiva mascara contendo a instancia a ser buscada na base de dados. Para cada consulta, a
resposta deve ser as 1000 cenas mais provaveis de ter a instancia buscada presente. Submetemos
apenas uma execugao.

Construimos um dicionério visual de 300 palavras utilizando 600000 descritores PHOW, alea-
toriamente escolhidos dentre todos os descritores extraidos da base de dados. O descritor PHOW
utilizou um grade regular de pontos com 5 pixels de intervalo entre os pontos. Os descritores do
conjunto positivo para a construcao do modelo da consulta foram extraidos apenas nas regioes
delimitadas pelas méscaras dos quadros exemplos das consultas. Para cada cena da base de dados,
apenas o quadro central, representando a cena inteira, foi utilizado. Os quadros representando as
cenas sao descritos como histograma normalizado de frequéncia do dicionério visual utilizado. Para
cada modelo da consulta, uma distadncia qui-quadrada para cada quadro é calculado. As 1000 cenas
com as menores distancias sao retornadas para cada consulta, em ordem crescente de distancia.

Nossos melhores resultados foram nas duas consultas de locais. Obtivemos resultados acima
da média nestas duas consultas. Em ambas as consultas, a textura do quadro é a caracteristica
mais importante e a abordagem utilizada (saco de palavras juntamente com o descritor PHOW) é
muito adequada para descrever textura. Outro fator que melhorou nossos resultados, nestas duas
consultas, é o fator de ambas as mascaras ocuparem quase que a imagem inteira e, assim, o modelo
construido se tornou mais significativo. O método utilizado nao funcionou quando a instancia de
interesse ocupava uma area pequena dos quadros de exemplo.

B.4 Conclusao

Utilizamos o mesmo método para todos os tipos de consultas (pessoa, personagem, objeto ou
local). O nosso método teve um resultado bom apenas para consultas do tipo local: consulta nimero
9024 e consulta nimero 9029. Para consulta 9024, a medida MAP (média das precisoes médias) de
todos os times foi 0,241 e o nosso resultado obteve precisao média (AP) de 0,268. Para a consulta
9029, a medida MAP para todos os times submetidos foi 0,184 e o nosso resultado obteve AP
de 0,276. Nestas duas consultas de locais, a textura da cena é uma caracteristica marcante e a
técnica utilizada que usa o descritor PHOW juntamente com o saco de palavras é adequada para
caracterizar textura.

A abordagem do saco de palavras mais o descritor PHOW séo listados como tendo um bom
desempenho para aplicagoes de reconhecimento de objetos [WYY*10]. Porém o descritor PHOW
juntamente com a abordagem saco de palavras nao se mostraram suficientes para obter bons resul-
tados na tarefa de busca de instancias do desafio TRECVID. Para consultas de pessoas, resultados
de outros times mostram que é necessario utilizar métodos de deteccao e reconhecimento de faces.
Para consultas de objetos, é necessario utilizar uma combinacao de descritores para criar modelos
mais efetivos.

Devido ao grande ntimero de videos envolvidos durante as fases de treinamento e validagao (mais
de 61000 videos) e teste (quase 21000 videos), varias simplificagoes e adaptagoes no nosso método se
fizeram necessarias. Utilizamos um hardware que nao era o apropriado para lidar com o volume de
dados que a tarefa exigia. Tinhamos restricao de memoria, de disco e de processamento. A restrigao
de memoria limitava o tamanho dos dicionérios visuais que poderiamos criar. A limitacdo de disco
restringia o volume de estruturas temporarias criadas que desafogaria a memoria. Porém a principal
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limitagao foi de poder de processamento e tempo. Dependendo da configuragao utilizada, o tempo
de treinamento e validacao de pardmetros poderia ser superior a uma semana.

Para contornar as limitagoes de processamento e tempo, restringimos o ntmero de quadros
analisados em cada cena para apenas um. Esta restricao é uma representacao muito grosseira da
cena. Cada cena tem um tempo médio de 30 segundos e a codificagao utilizada usa 25 quadros
por segundo, o que totaliza, em média, 750 quadros por cena que foi representada por apenas um
quadro. Tivemos que utilizar um tnico descritor, o PHOW, e um dicionério visual de tamanho
modesto. Isto também afetou o desempenho do método.

Com o intuito de melhorar o desempenho na tarefa de busca por instancias, varios métodos
utilizados na categorizagao refinada (Capitulo 4) podem ser utilizados:

e Utilizar mais quadros, de preferéncia todos, para representar a cena.

e Na categorizacdo refinada foi gerado um conjunto expandido das imagens de treinamento
através de transformacoes aplicadas as imagens originais. Para criar modelos das consultas
mais efetivos, podemos aplicar transformacgoes similares aos quadros exemplos que sdo, origi-
nalmente, muito poucos.

e A utilizacdo de diversos descritores, incluindo os propostos neste trabalho, para modelar
as consultas poderia melhorar o desempenho final da aplicacdo. A combinacao de diversos
descritores se mostrou 1til na criacao de modelos dos passaros na aplicacao de categorizacao
refinada.

e Criagao de modelos de varios niveis, explorando alguma hierarquia natural do problema, é
uma tatica que também se mostrou vitoriosa no problema de categorizacao e pode auxiliar
na criacao dos modelos das consultas.

e Uso de varios dicionarios locais e globais com numero diferenciados de palavras para serem
utilizados na criagao de modelos das consultas.

e A utilizacdo de modelos especificos por tipos de consultas mostrou ser uma opc¢ao acertada,
adotada por quase todos os times participantes.

e Por causa da baixa resolugao dos videos, diminuir o intervalo de amostragem da grade regular
do descritor PHOW.
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