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Resumo

Um dos modelos mais usados para descrever problemas de planejamento probabilistico, i.e.,
planejamento de agoes com efeitos probabilisticos, é o processo de decisdo markoviano (Markov
Decision Process - MDP). Solugdes tradicionais sdo baseadas em programacdo dinamica, sendo as
mais eficientes aquelas baseadas em programacdo dinamica em tempo real (Real-Time Dynamic
Programming - RTDP), por explorarem somente os estados alcancéaveis a partir de um dado estado
inicial. Por outro lado, existem solucoes eficientes baseadas em métodos de busca heuristica em um
grafo AND/OR, sendo que os noés AND representam os efeitos probabilisticos das agdes e os nos
OR representam as escolhas de acbes alternativas. Tais solugdes também exploram somente esta-
dos alcangaveis a partir de um estado inicial porém, guardam um subgrafo solugdo parcial e usam
programacao dindmica para a atualizacao do custo dos nos desse subgrafo. No entanto, problemas
com grandes espacos de estados limitam o uso pratico desses métodos. MDPs fatorados permitem
explorar a estrutura do problema, representando MDPs muito grandes de maneira compacta e as-
sim, favorecer a escalabilidade das solucoes. Neste trabalho, apresentamos uma analise comparativa
das diferentes solucoes para MDPs, com énfase naquelas que fazem busca heuristica e as compara-
mos com solucoes baseadas em programacao dinamica assincrona, consideradas o estado da arte
das solu¢oes de MPDs. Além disso, propomos um novo algoritmo de busca heuristica para MDPs
fatorados baseado no algoritmo ILAO* e o testamos nos problemas da competicao de planejamento
probabilistico IPPC-2011.

Palavras-chave: Planejamento probabilistico, Programag¢do Dindmica em Tempo Real, Busca em

grafos AND/OR com transigoes probabilisticas.
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Abstract

One of the most widely used models to describe probabilistic planning problems, i.e., planning of
actions with probabilistic effects, is the Markov Decision Process - MDP. The traditional solutions
are based on dynamic programming, whereas the most efficient solutions are based on Real-Time
Dynamic Programming - RTDP, which explore only the reachable states from a given initial state.
Moreover, there are efficient solutions based on search methods in a AND/OR graph, where AND
nodes represent the probabilistic effects of an action and OR nodes represent the choices of alterna-
tive actions. These solutions also explore only reachable states but maintain the parcial subgraph
solution, using dynamic programming for updating the cost of nodes of these subgraph. However,
problems with large state spaces limit the practical use of these methods. Factored representation of
MDPs allow to explore the structure of the problem, and can represent very large MDPs compactly
and thus improve the scalability of the solutions. In this dissertation, we present a comparative
analysis of different solutions for MDPs, with emphasis on heuristic search methods. We compare
the solutions which are based on asynchronous dynamic programming which are also considered the
state of the art. We also propose a new factored algorithm based on the search algorithm ILAO*.
It is also tested by using the problems of the International Probabilistic Planning Competition
IPPC-2011.

Keywords: Probabilistic planning, Real-Time Dynamic Programming, Search in graphs AND/OR

with probabilistic transitions.
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Capitulo 1

Introducao

1.1 Consideracoes Preliminares

Um agente pode ser definido como uma entidade que percebe seu ambiente por meio de sensores
e interage com ele atraves de atuadores (Russell e Norvig, 2010). As capacidades de aprendizado,
raciocinio, percepcao e planejamento sdo algumas das caracteristicas desejadas para um agente in-
teligente. Um agente de planejamento esté interessado na sintese automatica de estratégias de agoes
(planos), com base numa descrigao formal de agdes, observagoes e objetivos (Geffner, 2002).

Uma das abordagens mais estudadas de planejamento automatizado é chamada de planejamento
cldssico, que faz um conjunto de suposi¢bes restritivas sobre o ambiente do agente, entre elas: o
agente é Unico e possue conhecimento completo do ambiente; os efeitos das acoes sdo determinis-
ticos; com definicdo de metas restritas e tempo implicito (Ghallab et al., 2004). A busca é um
dos métodos mais frequentemente usados na resolu¢ao de problemas em Inteligéncia Artificial, em
particular, para problemas de planejamento classico. Dado um espaco de estados de um sistema
dinamico (por exemplo, um agente e sua interagdo com um ambiente), o problema de planejamento
se reduz a encontrar um caminho entre dois estados. Nesta visdo, o espaco de estados é um grafo
em que os noés representam os estados e os arcos representam as transicdes de estados através de
acoes que levam o agente de um estado a outro. Nesse grafo, cada né é visto como um né OR, ou
seja, um noé que vai para outro né através de acodes alternativas.

O grafo dirigido ilustrado na Figura 1.1 a) representa um espaco de estados de um problema de
planejamento classico em que cada estado é definido pelas varidveis booleanas p e ¢. Por exemplo,
no estado representado por {p,—~¢}, p tem o valor verdadeiro e ¢ o valor falso. Note que cada arco
dirigido é rotulado por uma acdo distinta, o que carateriza agoes deterministicas. A Figura 1.1 b)
representa 0 mesmo espaco, porém rotula os nés como OR, caracteristica essa geralmente implicita
nos grafos de busca usados para representar sistemas deterministicos de transicdo de estados. O
problema de busca é definido por: i) um estado inicial, ii) um conjunto de acoes que o agente pode
executar (especificadas em termos de uma funcdo de transicdo de estados ou explicitamente pelo
grafo representando o espaco de estados) e iii) um conjunto de estados meta. A solugao para esse
problema é uma sequéncia de acoes que leve o agente do estado inicial até um estado meta ou
falha, se tal sequéncia nao existir. Uma solugdo eficiente para busca em grafos OR ¢ o algoritmo A*
(Hart et al., 1968) que usa informacao extraida do proprio problema (ou de carateristicas gerais da
tarefa) para construir heuristicas e tornar o processo de busca mais eficiente. O uso de heuristicas
admissiveis permite focar a exploragdo nos estados relevantes do problema e desconsiderar outros,
e permite alcancar solucgoes 6timas (Haslum e Geffner, 2000).

Para lidar com aplicacdes reais, as restrigoes do planejamento classico devem ser relaxadas. O
planejamento sob incerteza modifica as suposicoes do planejamento clissico com relagdo ao deter-
minismo dos efeitos das agoes e/ou observabilidade total. Quando o efeito de uma a¢do é dado por



2 INTRODUCAO 1.1

a) b)

Figura 1.1: a) Um espago de estados representado por um grafo ordindrio. b) O grafo da figura a) indicando
explicitamente que os nds sao do tipo OR (nds em que o agente pode escolher dentre vdrias agdes para a
mudanga de estados).

um conjunto de estados, dizemos que esse é um problema de planejamento nao-deterministico.
Quando os efeitos de uma acao sao dados em termos de uma distribuicdo de probabilidades sobre
um conjunto de estados, dizemos que esse é um problema de planejamento probabilistico.

Para resolver problemas de planejamento nao-deterministico, o espago de estados deve ser visto
como um grafo AND/OR. Em um n6 OR, o agente deve escolher uma dentre varias aces alter-
nativas e um n6é AND representa os efeitos nao-deterministicos da escolha de uma agao. A busca
em um grafo AND/OR pode ser considerada um arcabougo mais geral para problemas de busca
em espaco de estados: em problemas de planejamento com agoes deterministicas, todos os nds do
grafo sao OR, e as transi¢oes entre estados sao representadas pelos arcos que levam somente para
um estado sucessor. Dessa maneira, essa representacao é mais geral e representa grafos ordinérios
como um caso particular.

Um grafo AND/OR (Nilsson, 1980) também pode ser definido e representado por um hiper-
grafo. Em um hipergrafo, os k-hiperarcos conectam um estado a um conjunto de k-estados. No
planejamento nao-deterministico, podemos interpretar que um k-hiperarco representa uma agao
com incerteza nos efeitos. A acdo transforma um estado em um de seus k possiveis estados suces-
sores. A Figura 1.2 ilustra vérias representagbes de um mesmo espaco de busca de planejamento
nao-deterministico. Por exemplo, na Figura 1.2 a) todos os nés do grafo sdo n6s OR e usamos o semi-
circulo unindo os arcos rotulados por ag para indicar uma transi¢ao de estados nao-deterministica
com dois possiveis nos sucessores. Na Figura 1.2 b) introduzimos um né AND para representar
explicitamente os possiveis nos sucessores de aplicar ag no estado {p,q}. Note que esses nés nao
correspondem a estados propriamente ditos, mas sdo usados para indicar o conjunto de possiveis nos
sucessores resultante da execucao de uma acao. Na Figura 1.2 ¢) essas transi¢oes nao-deterministicas
sdo formalizadas através de um hipergrafo. As trés representagoes sdo equivalentes e qualquer uma
pode ser transformada na outra.

A solucao de um grafo AND/OR ou hipergrafo ¢ um subgrafo dirigido que comega no estado
inicial e acaba nos estados meta, com ramificagoes dadas pelos nés AND (ou pelos hiperarcos).
O algoritmo AO* (Hansen e Zilberstein, 1998) permite encontrar um grafo solugao para resolver o
problema de busca 6tima num grafo AND/OR ou num hipergrafo. Ele intercala uma fase de ex-
pansdo (para frente) com uma fase de revisao de custos (para tras). AO* usa uma fungao heuristica
admissivel para estimar o custo de alcancar os estados meta a partir de um estado qualquer.

Até aqui falamos de planejamento nao-deterministico, isto €, em que as a¢bes possuem efeitos
nao deterministicos, sem informagoes sobre a probabilidade de ocorrer os diferentes estados. No
planejamento probabilistico, o arcabouco formal adotado para representar e resolver problemas é o
Processo de Decisao Markoviano (Markov Decision Process - MDP). Sob este arcabouco, o prob-
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Figura 1.2: Diferentes representagées de um espago de transi¢do de estados (ndao-deterministico ou prob-
abilistico) a) Os estados sao representados por nés OR e as transi¢des nao-deterministicas de uma mesma
acao, por arcos unidos por um semi-circulo. b) Representagdo alternativa introduzindo um nd ficticio AND
(circulo preto) ao invés do semi-circulo. Note que o né AND ndao representa um estado do mundo. ¢) A
representacdo da transi¢do ndo-deterministica através de wm hiperarco. d) A ag¢do ag aplicada em {p,q}
determina uma distribuicdo de probabilidades sobre os nds {p,—q} e {—p,q} (0.3 e 0.7 respectivamente).

lema de planejamento probabilistico pode ser visto como um processo estocéstico de decisdao que
se deseja otimizar. O sistema evolui ao longo do tempo e a cada estigio do processo, um agente
observa o estado atual do sistema e escolhe uma acao. A acao escolhida produz dois resultados: o
agente recebe uma recompensa (ou custo) e o sistema faz uma transi¢do para outro estado (ou per-
manece no mesmo estado). O proximo estado é determinado por uma distribuigao de probabilidades
definida para a agdo escolhida no estado atual. Em um processo de decisdo markoviano, embora os
efeitos das acoes sejam incertos, o agente tem percepc¢do completa do estado do ambiente ap6s uma
acdo ser executada. A solucdo usual de um MDP é uma politica, isto €, uma funcdo que determina
a acao que deve ser tomada em cada estado do ambiente. A computacao de uma politica 6tima,
maximiza a recompensa esperada ou custo esperado (Puterman, 1994).

Iteragao de valor (IV') (Bellman, 1957) e Iteracao de politica (IP) (Howard, 1960) sao algoritmos
classicos para resolver MDPs e sdo baseados em programac¢ao dindmica sincrona. O algoritmo
RTDP (Real-Time Dynamic Programming) (Barto et al., 1995) é um algoritmo de programac¢ao
dindmica assincrona que utiliza o conhecimento do estado inicial e heuristicas admissiveis para
visitar os estados alcancgéaveis a partir do estado inicial e acelerar ainda mais o processo de convergén-
cia para uma politica 6tima. Este algoritmo deu origem a uma familia de algoritmos relacionados.
Por exemplo: o LRTDP (Bonet e Geffner, 2003) etiqueta estados que ja convergiram para evitar
processé-los novamente e permitir a visita de outros; o BRIDP (McMahan et al., 2005) faz uso de
limites superiores e inferiores sobre a funcao valor para dirigir a escolha dos proximos estados a
serem visitados para estados que estao mais longe da convergéncia.
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Para lidar com problemas que possuem grandes espacos de estados, podemos usar representacoes
que explorem a estrutura interna do problema. MDPs fatorados permitem representar grandes
MDPs de maneira compacta (Guestrin et al., 2003). Nessa abordagem, os estados sdo descritos por
um conjunto de varidveis de estados. O uso de técnicas de agregacdo de estados evita a enumeragao
explicita, tratando conjuntos de estados ao invés de estados individuais. Estruturas de dados para
representar e compactar eficientemente o espago de estados tem sido usadas em solugoes de progra-
magao dinamica sincrona (SPUDD (Hoey et al., 1999), APRICODD (St-Aubin et al., 2001), etc.)
e assincronas (sSRTDP (Feng et al., 2003) e Fact-LRTDP (Gamarra et al., 2012)). Esses trabalhos
fazem uso de ADDs Algebraic Decision Diagrams (Bahar et al., 1993), BDDs Binary Decision Di-
agrams (Bryant et al., 1986) e DBNs Dynamic Bayesian Network (Dean e Kanazawa, 1990).

Uma outra abordagem para resolver MDPs é generalizar as técnicas de busca em espaco de
estados AND/OR (ou hipergrafo). Neste trabalho, resolvemos problemas de planejamento em am-
bientes nao-deterministicos e/ou probabilisticos representados como uma busca num hipergrafo
(Hansen e Zilberstein, 1998). Assim, um MDP também pode ser modelado como um problema de
busca num hipergrafo em que os estados do MDP sdo os nés do hipergrafo e cada par estado-ac¢ao
do MDP é representado por um k-hiperarco. A Figura 1.2 d) mostra um hipergrafo para um MDP.
No estado {p,q} o agente pode escolher a acao ap ou as. Caso ele escolha a acdo as, o agente se
mantén no mesmo estado. Caso sua escolha seja a agao ag, o agente vai para o estado {p,—¢} com
probabilidade 0.3 e para o estado {—p,q} com probabilidade 0.7.

Como num MDP um estado pode ser visitado mais de uma vez sob uma politica, o tratamento
de ciclos na busca em um hipergrafo é necessario na geracao de politicas robustas. Por isso, o al-
goritmo AO* (Martelli e Montanari, 1978) nao pode ser usado diretamente para resolver MDPs
porque assume uma solugdo aciclica. Em (Hansen e Zilberstein, 2001) o algoritmo AO* foi esten-
dido para resolver MDPs modelados como problemas de caminho minimo estocastico (Stochastic
Shortest Path Problem) (Bertsekas e Tsitsiklis, 1991). Assim, o LAO* (Loop AO*) generaliza o AO*
para encontrar solugdes com ciclos para MDPs.

Diversas extensoes para LAO™ foram propostas. ILAO* (Hansen e Zilberstein, 2001) modifica
o algoritmo de atualizacdo de custos do LAO* (Iteracdo de Valor ou Iteracdo de Politica) e faz a
atualizacdo baseada numa busca em profundidade, evitando desse modo atualizar varias vezes os
mesmos estados e atingir a convergéncia para uma politica 6tima para as solugoes parciais gulosas.
RLAO* (Dai e Goldsmith, 2006) faz uma busca regressiva no espaco de estados, isto é, comega no
estado meta e faz a busca pelo estado inicial. BLAO* (Bhuma e Goldsmith, 2003) faz uma busca
bidirecional usando dois processos de busca simultaneamente: um orientado a encontrar um estado
meta e outro para alcancar o estado inicial. O algoritmo MBLAO* (Dai e Goldsmith, 2007), es-
tende o algoritmo anterior introduzindo caminhos (threads) no processo de busca, fazendo varias
buscas em paralelo, para frente e para tras. IBLAO* (Warnquist et al., 2010) é um outro algoritmo
baseado no LAO* que faz uso de duas funcoes heuristicas para delimitar o custo 6timo. A busca é
guiada pelo limite inferior como no LAO* e o limite superior serve para podar ramos do grafo de
busca. O algoritmo sLAO* (Feng e Hansen, 2002) explora abstragao de estados e busca heuristica.
Os conjuntos sao representados utilizando ADDs. Usa andlise de alcancabilidade para expandir a
solucdo atual e uma versao do algoritmo SPUDD para atualizar os custos.

Tanto pela simplicidade conceitual quanto pelos resultados experimentais, o algoritmo ILAO*
apresenta o melhor desempenho dentre as diversas estensoes do algoritmo LAO* (Dai el al., 2011).
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1.2 Motivacao

Os algoritmos para resolver MDPs baseados em programacao dinamica sincrona (Iteracao de
Valor e Iteracdo de Politica), precisam atualizar todos os estados do espago de estados em cada
iteracdo. Apesar de sua complexidade computacional ser polinomial no nimero de estados, esse
nimero cresce exponencialmente com o nimero de varidveis de estado (Papadimitriou e Tsitsiklis,
1987). Portanto, a construcao de solugoes eficientes para MDPs ¢ um topico de grande importancia.

O algoritmo RTDP e suas extensoes resolvem MDPs restringindo a programacao dindmica aos
estados alcangaveis a partir do estado inicial (programacao dinamica assincrona), sendo uma melhor
alternativa do que Iteracao de Valor ou Iteracdo de Politica. O algoritmo LAO* e suas extensoes,
também sé visitam estados alcancaveis, porém mantém o subgrafo solucao parcial.

Os resultados experimentais apontam que, em alguns casos, os algoritmos baseados no ILAO*
possuem menores tempos de convergéncia e fazem menor nimero de atualizacoes da func¢ao valor
quando comparado ao algoritmo RTDP e suas extensoes (Dai e Goldsmith, 2007). Porém, essas
comparagoes empiricas sao feitas basicamente para o dominio Racetrack (Barto et al., 1995). Essa
restricdo impede garantir que os resultados obtidos sejam vélidos em outros dominios com diferentes
carateristicas. Por exemplo, dominios de planejamento mais realisticos, que envolvam grandes fatores
de ramificacdo, grandes espacos de estados, maior numero de acles, eventos exdgenos, etc. Por
outro lado, MDPs com grandes espacos de estados precisam de solu¢des escaléveis e para isso a
representacao fatorada pode ser a melhor abordagem.

1.3 Objetivos

O principal objetivo desse trabalho é comparar o algoritmo de busca heuristica para MDPs,
ILAO* (Hansen e Zilberstein, 2001), com o estado da arte das solugdes baseadas em programagao
dinamica de tempo real para MDPs, o LRTDP (Bonet e Geffner, 2003), (Kolobov et al.,2012). Além
disso, propomos uma nova versao fatorada do algoritmo ILAO* e fazemos um estudo comparativo
do desempenho desses algoritmos com problemas que envolvemn grandes espagos de estados.

1.4 Contribuigoes

As principais contribui¢oes deste trabalho sao listadas abaixo:

e Revisdo e levantamento bibliografico dos algoritmos baseados em busca heuristica e aqueles
baseados em programacao dindmica assincrona e que compdem o estado da arte em métodos
de solucao para planejamento probabilistico.

e Proposta de um novo algoritmo de busca heuristica para MDPs fatorados.
e Implementagao de uma versao fatorada e enumerativa do algoritmo ILAO*.

e Anélise empirica do algoritmo proposto no ambiente de simulacdo da Competicdo Interna-
cional de Planejamento Probabilistico IPPC-2011.

1.5 Organizagao do Trabalho

O presente trabalho estuda os métodos de busca em TA e sua generalizagdo para resolver MDPs
fatorados. Por tal motivo, no Capitulo 2, apresentamos os conceitos fundamentais da resolucao de
problemas usando busca em grafos ordinarios, grafos AND/OR e hipergrafos. Descrevemos como
essas técnicas resolvem problemas de planejamento classico e nao-deterministico. No Capitulo 3,
é apresentada a formalizagdo dos Processos de Decisao Markovianos e fazemos uma revisao dos
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métodos de resolugio baseados em programacao dindmica com énfase nos que resolvem MDPs de
maneira assincrona (algoritmos baseados no RTDP). Além disso, mostramos como um MDP pode
ser representado por um hipergrafo e resolvido usando algoritmos de busca heuristica para MDPs,
especialmente o algoritmo ILAO*. No Capitulo 4 revisamos a representagao fatorada de MPDs e os
métodos de resolugao mais conhecidos na literatura. No Capitulo 5 propomos o algoritmo ILAO*
Fatorado, suas carateristicas e implementagao. No Capitulo 6 apresentamos as caracteristicas do
ambiente da competicao e discutimos os resultados das implementacoes realizadas. Finalmente, no
Capitulo 7 sdo apresentadas as conclusoes e as perspectivas de trabalhos futuros.



Capitulo 2

Fundamentos de Busca

O termo busca esté relacionado ao processo de encontrar solu¢ées para problemas num espago
de possiveis solugdes. Por fornecerem um arcabougo geral para resolucao de problemas, os métodos
de busca sao bastante empregados na construgao de agentes em Inteligéncia Artificial. Um agente
inteligente que pretende resolver um problema, pode aplicar um processo de busca para encontrar
a solucao desejada. O caso mais geral de busca assume que o espago de possiveis solugoes (também
chamado de espa¢o de estados) é dado por um modelo baseado em estados do ambiente e transi¢oes
de estados, e 0 que se deseja é encontrar um caminho entre um estado inicial e um estado meta
conhecidos (eventualmente se deseja encontrar um caminho minimo entre dois estados em termos
de passos ou custo). Existem duas principais formulagdes para problemas de busca:

e 0 espaco de estados é dado por um grafo em que os vértices sdo os estados e os arcos as
transicoes de estados e

e 0 espaco de estados é dado por um estado inicial e uma funcdo geradora de estados sucessores
F(s), sendo essa a tnica opcao para representar espacos de estados muito grandes.

Neste capitulo, definiremos diferentes tipos de espacos de estados e algoritmos de busca para eles.
Veremos como resolver problemas de busca em IA; usando uma funcao geradora de estados (isto €,
sem termos como entrada um grafo representando explicitamente o espago de estados completo).

2.1 Tipos de espacos de estados

O espago de estados de um problema de busca pode ser modelado por um grafo ordinério (grafo
OR) ou um grafo do tipo AND/OR.

2.1.1 Grafos ordinarios

Um grafo dirigido aciclico (Directed Acyclic Graph - DAG) é um par G=(V,A) composto de um
conjunto V' (na@o necessariamente finito) de vértices (ou nés) e um conjunto A contendo pares de
vértices ordenados. Cada elemento de A é chamado de arco. Um arco (v;,v;) com v;,v;€ V é um par
ordenado. Se um arco estd dirigido do vértice v; para o vértice v;, entao o vértice v; € sucessor ou
filho do vértice v; e o vértice v; é antecessor ou pai de v;. O grau de entrada de um vértice v é o
ntmero de arcos que incidem nele. O grau de saida de um vértice w é o ntimero de arcos que saem
de w.

Uma arvore dirigida é um caso particular de um DAG, em que cada vértice tem somente um
antecessor. O vértice sem antecessor chama-se vértice raiz. Um vértice sem sucessores denomina-se
vertice folha. A profundidade do vértice raiz é zero. A profundidade de qualquer outro vértice da
arvore é definida como a profundidade do seu antecessor mais 1. Algumas arvores tem a propriedade
que todos 0s seus vértices, exceto os vértices folha, tem o mesmo nimero b de sucessores. Assim,
b chama-se fator de ramifica¢do da arvore. Também podemos definir o fator de ramificacdo como

7
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a média do numero de vértices sucessores. Esse fator permite expressar algumas medidas de com-
plexidade do DAG. Uma sequéncia de vértices (vy,vg,...,v;) onde cada v;41 € sucessor de v;, para

.Vl V1 = Vértice raiz
Profundidade 0

Arco a=(Vi,Va)

Filho do
- vértice V1
Vz
3y v
Pai do >
vértice Vs q Vs
Va .
c(VzVs): Custo
do arco (Vz.Vs) Vs Profundidade 2

Vs

Descendente db vértice V1

a) b)
Figura 2.1: a) Grafo dirigido. b) Arvore de busca do grafo. Adaptado de (Nilsson, 1980).

i=1,....,k-1, chama-se caminho de comprimento k-1 do vértice v; até o vértice v,. Se existir um
caminho do vértice v; até o vértice vj, entdo o vértice v; é acessivel a partir do vértice v;. Também
dizemos que o vértice v; é descendente do vértice v; e o vértice v; é ancestral do vj. Assim, o com-
primento do caminho que une a raiz com v; é sua profundidade na arvore.

As vezes ¢ conveniente atribuir custos aos arcos. Usaremos ¢(v;,v;) (ou ¢(a) quando a for um
rotulo atribuido ao arco dirigido (vs,v5)). Um grafo G é chamado ponderado se seus arcos tiverem
valores reais. Geralmente, assumimos que os valores sao positivos. O custo do caminho entre dois
vértices serd a soma dos custos de todos os arcos que conectam os vértices do caminho.

Um grafo dirigido G=(V,A) é ilustrado na Figura 2.1(a) contendo o conjunto de vértices
V={v1,v2,v3,04,05} € 0 conjunto de arcos A={(v1,v2), (v1,v3),(v3,02),(v3,v4),(v2,05),(v4,05)}. O vér-
tice v3 tem grau de entrada 1 e grau de saida 2. Um caminho do vértice vy até o vértice vy é dado
por (v1,v3,04,05) € seu comprimento é 3. O conjunto de todos os caminhos de um grafo dado a partir
do vértice v; é denominado drvore de expansio ou drvore de busca do grafo (arvore com raiz em
v1). A Figura 2.1(b) mostra uma arvore de expansdo com vértice raiz v; e com vértices folha v e
vs. Dado um vértice arbitrario vg definido como vértice inicial e um conjunto de vértices OC V que
correspondem aos vértices definidos como meta, o problema de busca em grafos é definido como
encontrar um caminho entre vy e algum vértice v;€Q. Formalmente, o problema corresponde a tupla
PG = (V,A,Uo,@).

Para alguns problemas, é necessario encontrar o caminho que tenha o custo minimo entre
dois vértices. Esse caminho ser& conhecido como caminho dtimo. O algoritmo de Dijkstra com
O(|V]+|Allog| V) (Dijkstra, 1959) e o algoritmo de Bellman-Ford com O(] V||A]) (Bellman, 1958),
(Ford, 1956), resolvem esse problema.

Em grafos explicitos, isto €, grafos cujos vértices e arcos estao completamente representados na
memoéria do computador, podemos encontrar um caminho até algum vértice v;, a partir de qualquer
outro vértice do grafo. No entanto, para problemas de caminho minimo em que o grafo nao pode
ser representado completamente na memoéria, mas em que é conhecida a funcao geradora de estados
sucessores, é possivel ainda encontrar caminhos minimos usando técnicas de busca da Inteligéncia
Artificial como por exemplo o algoritmo A* (Segao 2.2.2).
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Como foi discutido na introdugdo, um grafo ordinario pode ser usado para representar um
espaco de estados. Cada vértice deste grafo representa um estado do mundo em que o agente deve
fazer escolhas alternativas para executar uma transicido de estados que representam acoes. Assim,
podemos caraterizar os vértices do grafo como OR e os arcos como agoes. Neste texto, usaremos o
termo né para nos referir aos vértices de um grafo.

2.1.2 Grafos AND/OR

Os grafos AND /OR foram descritos inicialmente em (Martelli e Montanari, 1978) e em (Nilsson,
1980). Originalmente foram usados para modelar esquemas de redugdo de problemas (Bullers et al.,
1980). Existem trés representagoes convencionais para grafos AND/OR: (1) como um grafo dirigido
com nos etiquetados como OR ou AND (Figura 2.2 a)); (2) como n6s OR com marcagoes nos arcos
do tipo AND (Figura 2.2 b)); e (3) como hipergrafos (Figura 2.2 c)).

Representacao de grafos AND/OR com grafos ordinarios

Um grafo AND/OR com os nos etiquetados com OR ou AND é um DAG G=(N,A), tal que
os no6s n€N sao do tipo OR ou AND. Os nds definidos como terminais (nés folha) sao do tipo
OR. O significado destes nés depende muito do dominio que estamos modelando. Por exemplo, em
um esquema de reducao de problemas, um n6é OR representa um problema que pode ser resolvido
por qualquer um dos seus nos sucessores, e um ndé AND representa um problema que é resolvido
somente quando todos os seus nos sucessores sao resolvidos. Assim, os arcos representam relagoes de
dependéncia entre problemas. Por outro lado, em um problema de planejamento nao-determinfstico,
em que os nos representam os estados do mundo e os arcos as transicoes (agoes), os nés OR permitem
ao agente escolher acOes e analisar diferentes caminhos de escolhas mutuamente excludentes. Os
n6s AND indicam os possiveis nos resultantes de aplicar uma acdo. Neste caso, esses nés AND nao
correspondem a estados do mundo, mas, sao nds ficticios ou artificiais introduzidos pela modelagem
dos efeitos ndo-deterministicos das acoes. Podemos usar maneiras alternativas para representar um
grafo AND/OR ao invés de utilizar um no ficticio, por exemplo, as Figuras 2.2 (b) e (c) ilustram
as outras representacoes de grafos AND/OR.

OR OR

Cf_ O

CSeR 8¢

OR OR :

.. b) )
Figura 2.2: Diferentes representacoes de um espago de transicio de estados a) Um grafo AND/OR com
0s estados representados por nds OR e um nd ficticio AND. b) Um grafo AND/OR com arco AND iden-

tificado pela linha curva. ¢) Representacdo do espago de estados por um hipergrafo, em que os estados sao
representados por nds OR e os efeitos das agoes pelos hiperarcos (AND).
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Representacao de grafos AND/OR com hipergrafos

Um hipergrafo é uma generalizacao do conceito de grafo ordinario. Em um hipergrafo, os
hiperarcos conectam conjuntos de nés. O conceito foi amplamente estudado por Claude Berge
na éarea de otimizagdo combinatoria (Berge, 1980) e usado como ferramenta de representacao
em diferentes areas de pesquisa, por exemplo, no projeto de bancos de dados relacionais (Fagin,
1983), no problema da satisfatibilidade booleana (SAT) (Gallo et al., 1996), na analise de sistemas
de trafego (Nguyen et al., 2001), na modelagem de sistemas nebulosos e de inteligéncia artificial
(Ausiello e Giaccio, 1997). Neste trabalho mostraremos que os hipergrafos podem ser usados para
representar grafos AND/OR e MDPs Capitulo 3.

Definicao 2.1 (Hipergrafo). Um hipergrafo é definido pelo par H=(N,E) em que
N={n1,n2,....,ny|} € o conjunto de ndés e E={ey,e2,...,¢/¢|} € o conjunto de hiperarcos, tal que e;CN
Vi=12,...,|E].

Definicao 2.2 (Hiperarco dirigido). Um hiperarco dirigido e€€ é um par ordenado
e=(T(e),H(e)) de subconjuntos de nos, T(e) é o conjunto de partida de e e H(e) é o conjunto de
chegada de e (Kristensen e Nielsen, 2006). Quando |7 (e)|=1 e |H (e)|=1, Ye=(T(e),H (€)), isto &,
os hiperarcos unem dois nés, o hipergrafo coincide com o grafo ordinario. A Figura 2.3 representa
um hipergrafo com hiperarcos dirigidos. Por exemplo, o hiperarco e;=(7'(e1),H (e1)) conecta o con-
junto de noés T'(e1)={n1,n2} ao conjunto de nés H(e1)={n4,ns,ns}.

Figura 2.3: O hiperarco e;=(T(e1),H(e1)) € composto pelos subconjuntos T(e1)={ni,n2} e
H(ey)={n4,n5,n6}.

Um hiperarco e=(1'(e),H(e)) € para trds se |H(e)|=1. Um hiperarco e=(7(e),H(e)) € para
frente se |T(e)|=1. Um B-hipergrafo é um hipergrafo dirigido em que os hiperarcos sdo para tras.
Um F-hipergrafo é um hipergrafo dirigido em que os hiperarcos sao para frente. Um BF-hipergrafo é
um hipergrafo dirigido em que os hiperarcos sao para tras ou para frente. Na Figura 2.4 mostramos
os tipos de hiperarcos que podem ser parte de um hipergrafo dirigido. Na parte (a) da figura, um
hiperarco para tras e; em que |T'(e1)|—2 e |H(e1)|—1, isto é, o conjunto de partida possui dois nés e
o conjunto de chegada um n6. Em (b), um hiperarco para frente e em que |T'(e2)|=1 e |H (e2)|=3.
Neste trabalho, usaremos apenas os hiperarcos para frente.

Em um hipergrafo ponderado, w é uma funcao que atribui para cada hiperarco e; um valor real
w(e;). Dependendo do problema, o valor w(e) representa custo, comprimento, etc.
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Figura 2.4: a) Hiperarco para trds. b) Hiperarco para frente.

Um hipergrafo H=(N,£) ¢ um sub hipergrafo de H, se NCN e £CE. Um sub hipergrafo ¢ préprio
se alguma das inclusoes é estrita.

Defini¢ao 2.3 (Hipercaminho). Um hipercaminho my=(Ny,Ex) a partir de um noé origem o
até um no destino ¢, ¢ um sub hipergrafo de H tal que, se o=t, entao =0, caso contrario, ¢>1
hiperarcos em &; podem ser ordenados numa sequéncia (e1,...,e4) tal que:

1. t=H(ey).
2. T(e;)T{o} U{H(e1),....H(ei—1)}, Ve, €&x.
3. Nenhum sub hipergrafo proprio de m¢ é um hipercaminho desde o até .

A Figura 2.5 apresenta um grafo AND/OR representado por um hipergrafo (N,C) em que
N={ng,n1,n2,n3,n4,n35,n6,n7,ng} € conjunto de k-hiperarcos C={({no},{n1}),{no},{ns,ns}),
({mh{na}),(fnn} s 1) ({na b Ansh), (o} {nams D), ({nsh {ns.me ), ([nab{nsh), ({nah (s},
({ns},{ne}),({ns},{n7,ns}),({ne},{n7,ns})}. Sob esta representacao, os nos representados explici-
tamente correspondem aos nés tipo OR e os nos AND sdo representados implicitamente pelos
hiperarcos.

Figura 2.5: Instdncia de um F-hipergrafo. Por exemplo, ng é nd de entrada do 1-hiperarco ({ng},{n1}) e
do 2-hiperarco ({ng},{na,ns}) € 0s nés ny e ng sao nds de saida do 2-hiperarco ({ng},{n7,ns}).

Neste trabalho, quando mencionarmos o termo hipergrafo estaremos nos referindo a um F-
hipergrafo.
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2.2 Busca em espago de estados modelado como um grafo OR

O ambiente em que um agente inteligente estd inserido pode ser representado por um grafo
dirigido cujos nés representam os estados e os arcos representam as transicoes de estados causadas
pela execucao de acoes. Esse tipo de grafo chama-se grafo de transigio de estados ou espaco de
estados. Se as agbes do agente forem deterministicas, isto é, o efeito da execu¢do de uma acgao leva
o agente para um estado determinado, o espago de estados da busca pode ser modelado por um
grafo ordinario do tipo OR. Se o espago de estados for suficientemente pequeno, esse grafo pode rep-
resentar todos os estados e todas as acées de maneira explicita, na memoria do computador ou robé.

Porém, se o espaco de estados for muito grande é preciso representar o espaco de estados de
maneira implicita, definindo um né inicial, que modela o estado inicial do agente e uma fungdo que
representa as transicOes provocadas pelas acoes do agente. Essa funcao é chamada de func¢do de
transicao de estados ou funcdao geradora de estados sucessores. Por exemplo, a funcdo de transicao
de estados pode ser definida por um conjunto de operadores. Um operador define as condigbes
que devem ser satisfeitas no estado em que se deseja executar uma acdo e as propriedades que
deverao valer no(s) estado(s) sucessor(es), através de uma lista de efeitos. Através de um conjunto
de operadores, € possivel induzir o espaco de estados. Além disso, é necessario definir uma condicao
ou teste de meta que determina se um estado é um estado meta.

Exemplo 2.1 Dominio do Aspirador de P6 (Aspirador I)

No dominio do aspirador de pé (Russell e Norvig, 2010), o agente é um aspirador de pé e sua
funcdo € limpar salas de um prédio. Numa versdo simplificada, consideramos somente duas salas.
Identificamos a sala esquerda como sala 1 e a sala direita como sala 2. Para esse problema temos
que:

o Os estados do problema sao determinados pela localizacdo do agente em uma das salas e pelas
condigoes de sala limpa ou sala suja. Assim, temos 2 x 22=8 possiveis estados (Figura 2.6);

o O estado inicial pode ser qualquer um dos 8 estados da Figura 2.6;

o As agdes Aspirar, Mover-para-Esquerda e Mover-para-Direita sdo definidas pelos operadores
da Figura 2.7. Cada operador estabelece uma precondicdo, isto €, uma condi¢ao que deve ser
satisfeita para que a acdo possa ser aplicada. O efeito define o resultado da aplicacdo do
operador; e

O teste de meta verifica se todas as salas estdo limpas.

2

e
0811 080
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Figura 2.6: Possiveis estados para o dominio do aspirador. Os nimeros ao lado das figuras identificam os
estados. Fonte: (Russell e Norvig, 2010).
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Formalmente, um problema de busca em um espaco de estados qualquer é definido pela
tupla: P = (S,4,s50,M) em que:

e S é um conjunto de estados. Cada estado é uma descrigdo da configuragdo do ambiente ou
dominio de atuacao do agente, em que o agente esta inserido.

e A é um conjunto finito de agdes deterministicas, que podem ser representadas por operadores
(isto é, uma fung¢do de transicao de estados). Por exemplo, para o problema do aspirador de
po, os operadores definidos na Figura 2.7 definem como as ac¢des do agente modificam o estado
e suas condigoes de aplicabilidade. Denotamos por A(s)CA, o conjunto de acdes aplicaveis no
estado s€S. Note que o conjunto A pode ser usado para definir a fun¢do geradora de estados
sucessores F'(s,a), que carateriza os estados sucessores de s quando a acao a é executada.

e 50€S é o estado inicial.

e MCS é o conjunto de estados meta que devem ser atingidos pela busca. Os estados desse
conjunto satisfazem uma propriedade desejada e sdo usados como condicao de parada da
busca. No caso do agente aspirador os estados 7 e 8 da Figura 2.6 sdo estados meta.

Também, podemos associar um valor numérico a cada ac¢do para indicar o custo de executar uma
agao em um estado. A solu¢ao do problema de busca P ¢é definida como ms=(ay,a2,...,a;), dada por
uma sequéncia ordenada de acoes a;€A que transformam o estado sy em algum estado meta s’€ M,
isto é, existe uma sequéncia de estados u; tal que ug=sg, upr=s’ e u; é o resultado de aplicar a; em
Uj—1-

X éasalalouasalaZ2.
;; em(X): O agente esta na sala X.
;; limpa(X): A sala X esta limpa.

Acao Aspirar(X)
precondicdes: &
efeito: limpa(Xx)

Acao Mover-para-esquerda
precondicdes: &
efeito: em(sala 1)

Acao Mover-para-direita
precondicdes: @
efeito: em(sala 2)

Figura 2.7: Operadores que representam as condigoes e efeitos das agoes do dominio do aspirador.

Uma fungao geradora de estados ou fungao de transicido de estados pode ser definida em termos
de um conjunto de operadores. O espaco de estados desse problema pode ser representado explici-
tamente pelo grafo da Figura 2.8, em que os rotulos nos arcos representam as acgoes S (Suck), L
(Left), R (Right), isto é, Aspirar, Mover-para-esquerda e Mover-para-direita, respectivamente. Note
que o grafo da Figura 2.8 é um grafo do tipo OR, ou seja, todos os nés do grafo representam estados
do mundo.
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Figura 2.8: Espaco de estados para o problema do aspirador de pé. Nessa figura, a a¢do Aspirar € represen-
tada por S (Suck), Mover-para-Esquerda é representada por L (Left) e Mover-para-Direita é representada
por R (Right). Fonte: (Russell e Norvig, 2010).

Exemplo 2.2 Dominio do N-Puzzle

O problema do n-puzzle (com n=k*-1, k>2) que consiste de uma grade kxk com k? posicoes,
(k?-1) pastilhas numeradas e um espaco em branco. Cada pastilha adjacente ao espago em branco
pode se deslizar para esse espaco. O objetivo é alcangar uma determinada configuracdo de pastilhas
definida como objetivo. Os estados descrevem a localizacdo de cada uma das (k*-1) pastilhas e do
espago em branco. O estado inicial é qualquer configuracdo das pastilhas definida como inicial. As
acdes sdao 0s movimentos do espaco em branco para a Esquerda, Direita, Acima ou Abaizo. Depen-
dendo da posicao dele, alguns movimentos sao possiveis e outros ndgo. O estado meta é determinado
por uma configuracdo de pastilhas arbitrdria.

A Figura 2.9 ilustra uma instancia do problema 15-puzzle para as configuragoes definidas como
estado inicial e estado meta. Embora, o problema n-puzzle seja aparentemente simples, ele pertence
a classe NP-Completo. O 15-puzzle tem acima de 10'® estados (Edelkamp e Schrodl, 2011). Esse
¢ um exemplo de problema de busca em que o grafo de estados nao pode ser completamente
representado em memoria.

Pastilha numerada

Y
1 2 1123

Espaco
a 5 3 4 5 6 em branco
718 6 718 -
Estado inicial Estado meta

Figura 2.9: Instdincia do problema 15-puzzle.

Defini¢ao 2.4 (Correspondéncia entre um problema de busca em grafos e busca em
um espacgo de estados).

Um problema de busca em grafos dado por PG=(V,A vy,0) corresponde a um problema de
busca em espaco de estados P—(S,4,s0,M) sendo: V=S, o conjunto de nos; A={(v;,v;)| vi=s;,
vj=sj, Ja€A(s;), s; é o estado resultante da execucao de a em s;, com v;,v; €V e s;,5; €S }, 0
conjunto de arcos, so=vg; e O=M o conjunto de nés meta.
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Note que, apesar do problema P ser definido em termos de S, o conjunto completo de estados,
com o uso das agoes, os estados s;€S podem ser gerados sob demanda. Assim, o problema pode ser
redefinido como P=(A,so,M).

A solu¢ao de um problema de busca em espaco de estados que corresponde a um grafo G do tipo
OR, envolve o uso de um algoritmo que explore o grafo de estados G' comecando pelo né sg ainda
que o grafo nao seja dado explicitamente. De fato, dada uma fun¢do geradora de nos sucessores
F(s,a) (por exemplo, as acoes definidas na Figura 2.7 para o dominio do Aspirador) podemos gerar
o grafo, a partir do no6 inicial sg, durante a busca por uma solu¢ao. Se o algoritmo estiver visitando
o nd s; e aplicar uma ou varias acoes, o algoritmo deve gerar todos os nds sucessores s;€S. Dizemos
que s; foi gerado e s; foi expandido. O conjunto de todos os noés que foram visitados a partir de
so através da geracao de nés sucessores chama-se conjunto de nds alcangdveis. Esse conjunto é di-
vidido em nds expandidos e nds gerados (n6s que foram gerados porém ainda nio foram expandidos).

Durante a exploracao, o algoritmo constroi uma drvore de busca (um grafo G’ explicito que ¢ um
subgrafo de G). A borda da arvore (nos folha) corresponde ao conjunto de nos gerados. Dependendo
da estratégia de busca, isto é, da ordem de visita dos nés da borda, a arvore de busca é expandida
de maneira diferente (ou seja, o grafo explicito G’ é diferente). A estratégia selecionada define
diferentes medidas de complexidade de tempo, complexidade de espago, completeza (se o algoritmo
garante encontrar a solugao, se uma existir) e otimalidade (se o algoritmo encontra a solugao 6tima).

No dominio do aspirador definimos, por exemplo, que o estado inicial descreve “a sala 1 e a sala
2 estdo sujas e o agente esta na sala 2”. Dado o conjunto de operadores da Figura 2.7, um algoritmo
de busca deve gerar a arvore de busca da Figura 2.10. Note que, somente estdo representadas as
agoes aplicaveis nos estados, sendo que as agoes que levam para estados ja gerados (ciclos), nao sao
consideradas. Por outro lado, na Figura 2.11 mostramos parte da arvore de busca construida para
a instancia do problema da Figura 2.9.

w |5
SN
— - %{“
/1N VAR
= [

S ¢\ Solucédo 6tima

Figura 2.10: Arvore de busca do dominio do aspirador, que evita expandir nds repetidos.

2.2.1 Estratégias de busca nao-informada

Os algoritmos de busca nao-informada, ou busca cega, sao aqueles que fazem uma exploracao
sistematica do espaco de estados (grafo G implicito) até encontrar uma soluc¢ao ou acabar com falha,
isto é, ndo existe uma solugao para o problema dado. Neste tipo de busca existem duas estratégias
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Figura 2.11: Arvore de busca gerada para wma instdncia do problema do 8-puzzle. Cada né estd associado

a um estado e os arcos representam agoes. No ramo mais a direita, um caminho solugdo une o nd inicial ao
ndé meta. Fonte: (Ertel, 2011).

principais de exploracao, a busca em largura e a busca em profundidade.

A busca em largura constréi a arvore de busca (G’) a partir do né inicial, visitando todos os nos
localizados na mesma profundidade antes que nés em profundidades maiores sejam visitados, isto
é, os nds na profundidade n serdo visitados antes que os nés na profundidade n-+1. Desta maneira,
cada nivel da arvore (conjunto de nés na mesma profundidade) é completamente construido antes
que qualquer n6 do préoximo nivel seja adicionado & arvore. Se existir um ou varios nés meta, sera
encontrado o né meta mais préximo, ou seja aquele na menor profundidade.

A busca em profundidade usa um critério diferente para escolher o né a expandir. O algoritmo
sempre expande o ndé mais profundo na borda atual da arvore de busca G’ até que uma solucao
seja encontrada ou até alcangar um né sem possivel expansao seja atingido. Neste caso, a busca é
reiniciada no proximo né mais profundo ainda nao expandido.

O Algoritmo 1 descreve um procedimento geral de busca nao informada. A lista ABERTOS
contém nos que foram gerados porém, ainda nao expandidos. A lista FECHADOS contém aqueles
no6s que foram gerados e expandidos. Os nés do grafo explicito G’ sdo compostos pela unido dos
nos na lista ABERTOS e FECHADOS. A estratégia E define se a busca serd do tipo busca em
largura ou busca em profundidade. No primeiro caso, é necessario colocar os novos nés no final da
lista ABERTOS (a estratégia E usa uma estrutura de dados fila). Para a busca em profundidade,
os novos nos devem ser colocados no inicio da lista ABERTOS (a estratégia £ usa uma estrutura
de dados do tipo pilha). Chamamos a arvore de busca de G’, que por sua vez é construida durante
a busca, sem a necessidade de visitar todo o grafo implicito representando o espago de estados
completo.



2.2 BUSCA EM ESPACO DE ESTADOS MODELADO COMO UM GRAFO OR 17

Algoritmo 1: BuscaNaolnformada( sg, F(s,a), A, M, E, ¢ ). Fonte: (Nilsson, 1980)
Input:
so: Estado inicial.
F(s,a): Fungao de transicao de estados.
A: Conjunto de agoes.
M: conjunto de nds meta.
L': Estratégia.
¢: Fungao de custo.
Output: Devolve caminho solucao ou FALHA

1 Inicializar o grafo de busca G’ com o n¢ inicial ng=sg. Insira ng na lista ABERTOS;

/+* A lista ABERTOS pode ser uma fila ou uma pilha. */

Criar a lista FECHADOS inicialmente vazia;

if ABERTOS estiver vazia then

| Devolver FALHA;

end

Selecionar um n6 de ABERTOS (usando o critério E). Esse n6 é chamado de n;

if n for um né meta then
Devolver a solu¢ao (Caminho definido pelos arcos que levam n até ng no grafo de busca
G’);

9 end

10 Inserir n na lista FECHADOS;

11 Expandir o n6 n (usando as agoes a€A aplicaveis em n), gerando o conjunto de nos
sucessores M. Incorporar os nés de M como sucessores de n no grafo de busca G’ somente se
nao estiverem em ABERTOS nem em FECHADOS (evitando assim noés repetidos);

12 Organizar ABERTOS de acordo com a estratégia F;

13 Ir para a linha 3;

W I O otk wWwN

Se o problema de busca envolver custo nas acoes e a solucao deve ser a de menor custo é preciso
armazenar em cada né uma funcio de custo g(n) que calcula o custo acumulado de ng até n. A
busca de custo uniforme pode ser facilmente implementada com o Algoritmo 2, usando £ como
uma fila de prioridades com relacdo a funcao f(n) e fazendo h=0.

As estratégias descritas usam uma ezpansdo para frente ou progressiva, isto €, comegando do
no6 inicial a busca avanca para frente, usando as agoes aplicaveis para gerar os nds sucessores,
procurando o n6é meta. No entanto, a busca também pode comecar do né meta e retroceder buscando
o no inicial, neste caso usamos um expansio para trds ou regressiva. Essas duas técnicas podem
ser combinadas na busca bidirecional. A ideia é executar duas buscas simultineas, a progressiva e a
regressiva. Uma delas iniciando do né inicial e a outra iniciando num né meta. Quando as buscas
se encontrarem, o processo acaba. Na implementacao da busca bidirecional verificamos se um né
estd na borda da arvore de busca reciproca. Se isso acontecer, um caminho soluc¢ao foi encontrado.

2.2.2 Estratégias de busca heuristica: A*

Os algoritmos de busca informada ou busca heuristica utilizam informacao especifica da tarefa
para fazer o processo de busca mais eficiente. A busca primeiro o melhor (best-first) (Russell e Norvig,
2010) seleciona o n6 mais promissor para ser expandido. O que faz um n6 mais promissor depende
do problema a ser resolvido. Por exemplo, a estimativa da menor distancia ou do menor custo de
um né até o nd meta. Essa estimativa é dada por uma fun¢do de avaliagdo. Quando essa funcgao
incorporar informagao heuristica extraida do problema chama-se funcdo de avaliagio heuristica f .
O algoritmo A* (Hart et al., 1968) permite lidar com essa funcao para encontrar uma solugao 6tima.
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Algoritmo 2: A*( s, F(s,a), A, M, E, h, ¢ ). Fonte: (Nilsson, 1980)
Input:
so: Estado inicial.
F(s,a): Fungao de transi¢do de estados.
A: Conjunto de agoes.
M: conjunto de nés meta.
E: Estratégia.
h: Funcao heuristica.
¢: Funcao de custo.
Output: Devolve caminho solugao ou FALHA

1 Inicializar o grafo de busca G’ com o noé inicial ng=sg. Insira ng na lista ABERTOS;
/* A lista ABERTOS é uma fila de prioridades. x/
Criar a lista FECHADOS inicialmente vazia;
if ABERTOS estiver vazia then
Devolver FALHA;
end
Extrair o n6 de ABERTOS cujo valor f é minimo. Esse n6 é chamado de n;
if n for um n6 meta then
Devolver a solu¢ao (Caminho definido pelos arcos que levam n até ng no grafo de busca
G);
9 end
10 Inserir n na lista FECHADOS;
11 Expandir o né n, gerando o conjunto de noés sucessores M. Incorporar os nés de M como
sucessores de n no grafo de busca G’;
12 foreach noé sucessor n’ do
13 Se nao estiverem em ABERTOS nem em FECHADOS, usar a estimativa ﬁ(n’) e calcular
f(n")=g(n’)+h(n’) em que g(n’)=g(n)+c(n,n’);
14 Se ja estiver em ABERTOS ou em FECHADOS, direcionar seus arcos ao longo do
caminho que atinge o menor valor g(n);

@ N O ke w®N

15 Se n’ precisou modificacao de arcos e foi encontrado na lista FECHADOS, mover n’ para
ABERTOS;
16 end

17 Organizar a lista ABERTOS em ordem crescente dos valores da funcao f (se alguns valores
f forem iguais, ordenar em ordem decrescente da profundidade do no);
18 Ir para a linha 3;

Seja n um no6 qualquer na borda da arvore de busca, A* decompde a funcdo de avaliagdo heuris-
tica f como a soma de duas funcoes de avaliacdo ¢ e iL, tal que g(n) é definida como o custo do
caminho a partir do né inicial até o né n e B(n) € o custo estimado do caminho de custo minimo a
partir do n6 n até o n6 meta. Desse modo, f(n)= g(n)+h(n) define o custo estimado do caminho
de custo minimo a partir do né inicial até um né meta considerando o n6é n como parte do caminho.
A funcao f (n) € uma aproximagao de f(n), fungdo que fornece o custo real do caminho minimo que
une o né inicial e o né6 meta.

Como procuramos o caminho de custo minimo, selecionar o n6 com o menor valor da funcao
h(n) sera a estratégia certa. No entanto, isso garante a otimalidade somente se h(n) for uma heurds-
tica admissivel ou uma estimativa otimista, isto é, nao superestima o custo real de atingir o meta,
isto €, h(n) < h(n). Além disso, a condicio de consisténcia (ou monotonicidade) sobre h(n) tem
de ser satisfeita. FEssa condicdo exige que para qualquer né n e cada sucessor n’ de n gerado pela
aplicacao de uma acdo a, o custo estimado de atingir o né meta a partir de n ndo pode ser maior
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que alcancé-lo a partir n’ mais o custo de aplicar a acio. Formalmente, h(n) < c¢(n,n’) + h(n’)
(Nilsson, 1980). O Algoritmo 2 mostra o algoritmo A*, construido sobre o Algoritmo 1. Para isso,
foi modificada a estratégia de ordenacgio da lista ABERTOS usando uma fila de prioridade sobre
os valores da estimativa heurfstica h.

Dependendo da heuristica utilizada no A* o tamanho de G’ pode ser maior ou menor. Duas
heuristicas hy e ho admissiveis, que portanto garantem encontrar a solucao 6tima, podem resultar
com desempenho diferente, por exemplo, se o grafo de busca G’ gerado por hy for maior que o
gerado por ﬁg, dizemos que hs é uma heuristica melhor que hi.

2.3 Busca em espacgo de estados modelado como um grafo AND/OR

Nos algoritmos anteriormente apresentados, assumimos que o agente atua em um ambiente com-
pletamente observavel e com agoes deterministicas. No entanto, existem problemas cuja dinamica
¢ nao-deterministica ou parcialmente observivel. No primeiro caso, é possivel gerar uma solugao
que leve em conta os possiveis estados resultantes da aplicacdo de uma sequéncia de acoes. Esse
plano é chamado de plano contingente. Quando realizamos a busca com acles deterministicas, a
solucdo fornece um caminho que alcanga um né meta a partir de um né inicial. Se as agoes tiverem
efeitos nao-deterministicos, o plano pode produzir mais que um possivel caminho que alcance os
nos definidos como meta. Nesses ambientes, podemos distinguir trés tipos de solugdes:

e Solugédes fracas, sao planos que podem atingir um né meta porém, sem garantias de sucesso.
e Solugdes fortes, sdo planos que garantem alcancar um né meta apesar do ndo-determinismo.

e Solugdes fortes ciclicas, garantem alcancar um nd meta assumindo que a execu¢dao do plano
pode entrar em um ciclo e que eventualmente poderé sair deste.

Podemos redefinir o exemplo 2.2 do problema do aspirador para introduzir nao-determinismo
definindo que a agdo Aspirar tem o seguinte comportamento:

o Quando uma sala suja for aspirada essa sala fica limpa e, as vezes, a outra sala também é
limpa.

Vamos chamar esse novo dominio de Aspirador II. Para esse problema, a aplicacao de Aspirar
no Estado 1, pode levar o agente para os estados 5 ou 7 (estados da Figura 2.6) e dizemos que
o estado resultante € uma escolha da Natureza. A solucido do problema precisa lidar com essas
contingéncias construindo um plano solugdo que nao seja simplesmente uma sequéncia de acgoes
totalmente ordenadas mas sim, uma estrutura condicional (se-entao-senao) que permita definir
as agoes dependendo das condicoes encontradas na execucao do plano contingente. Por exemplo, a
solucdo para o novo problema do aspirador deveria conter a seguinte estrutura:

|Aspirar, se estado = 5, entao Mover-para-Direita e Aspirar senao se estado = 7, entao || |

Para representar um ambiente nao-deterministico (estados do mundo e as transigdes nao deter-
ministicas entre estados), podemos usar um grafo AND/OR (Se¢ao 2.1.2). Um né6 OR representa
um estado em que o agente deve escolher uma acao e um né AND representa uma agao e os pos-
siveis resultados de sua execugao. A Figura 2.12 ilustra o grafo AND/OR do dominio do Aspirador
I1. Os retéangulos representam os no6s OR e os circulos pretos representam os nés AND.

O problema de busca num grafo AND/OR é definido pela tupla PBAO = (N,Any,T), em que:
e N é um conjunto de nos, sendo do tipo OR ou AND.

e A é um conjunto de arcos.
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Figura 2.12: O grafo AND/OR para o dominio do Aspirador II. A agdo Aspirar é representada pelo né AND
S (Suck), Mover-para-Esquerda é representada pelo né AND L (Left) e Mover-para-Direita é representada
pelo né AND R (Right). Fonte: Adaptado de (Russell e Norvig, 2010).

e ngEN ¢é o nd inicial.
e TCN é o conjunto de nos terminais (ou nos meta).

A solugao do problema da busca num grafo AND/OR generaliza a nogao de solucdo de busca
num espago de estados representado por um grafo composto unicamente por nés OR (Segao 2.1.2),
definida como um caminho em ambientes deterministicos, para transformar-se em ambientes nao-
deterministicos em uma arvore solugao, se nao houver nés repetidos (e no caso mais geral, um grafo
solucdo, se houver nos repetidos). Ou seja, dado um grafo AND/OR implicito G (representado pelo
estado inicial sy e uma funcao F(s,a)), construimos o grafo AND/OR explicito G. A solugao que
precisamos encontrar adotara a forma de um subgrafo do grafo AND/OR. Para isso, como descrito
na Secao 2.1.2, o algoritmo de busca recebe um grafo AND/OR implicito G (através do estado
inicial e a funcdo de transi¢ao de estados) e constroi um grafo explicito G’ que contém o subgrafo
solucao.

A Figura 2.13 mostra parte do grafo de busca AND/OR gerado a partir do né 1. As linhas em
negrito representam uma solucao do problema, isto é, o subgrafo solu¢ao. Essa solugao do problema
do Aspirador II, comecando no estado 1, inclui aplicar a agdo Aspirar no n6 1. Se o nd sucessor
for o n6 7, o agente estd num nd meta, se o nod resultante for o né 5, o agente deve aplicar a acao
Direita, chegando ao n6 6. Nesse n6, deve aplicar a agdo Aspirar, atingindo o n6é 8 (meta).

Note que o subgrafo solugdo permite alcancgar os nés meta a partir de um né definido como
inicial, considerando tanto nés OR quanto nés AND como parte da solucdo. Assim, um subgrafo
solucdo de um grafo AND/OR G inclui ng e satisfaz as seguintes propriedades:

e Se n for um né OR e estiver incluido no grafo solugao, entdo um e somente um dos seus arcos,
e seus nds sucessores através desse arco, serdo incluidos no grafo solugao.

e Se n for um n6 AND e estiver incluido no grafo solugdo, entdo todos seus arcos, e 0s nos
sucessores através desses arcos, serdao incluidos no grafo solucao.

e Os nos folha do grafo solucdo correspondem ao conjunto de nés meta.

Nas proximas secoes apresentamos dois algoritmos de busca em grafos AND/OR: AO e AO*,
sendo que ambos fazem a suposigao de grafos AND/OR aciclicos. No Capitulo 3 apresentamos o
algoritmo LAO* que estende AO* para encontrar uma solugao num grafo ciclico.
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Figura 2.13: Parte do grafo de busca do dominio do aspirador nao-deterministico. As linhas em negrito
mostram uma solugdo do problema. Fonte: Adaptado de (Russell e Norvig, 2010).

2.3.1 Busca nao-informada em grafos AND/OR

Na Secao 2.1.2 definimos que um grafo AND/OR pode ser representado usando um grafo or-
dinario ou um hipergrafo. Nesta se¢do, vamos estudar o problema de busca num grafo AND/OR G
especificado implicitamente por um estado inicial sg e uma funcao geradora de estados sucessores,
isto é, uma funcao de transicio de estados ndo-deterministica. A aplicacio dessa funcdo em qualquer
no6é n gera um numero finito de noés sucessores e uma etiqueta especifica quando os nds sao do tipo
OR ou do tipo AND (Martelli e Montanari, 1973) da seguinte forma:

e 19 é um n6 OR.
e Os nos sucessores de um n6 OR, sdo nés do tipo AND.
e Os nos sucessores de um n6 AND, sdo nos do tipo OR.

Um grafo AND/OR também pode ser explorado usando métodos de busca ndo informada para
grafos ordinarios, por exemplo, busca em largura, busca em profundidade ou busca pelo melhor
primeiro (best-first). O Algoritmo 3 permite encontrar o subgrafo solu¢do num grafo AND/OR G
aciclico. Esse algoritmo é uma adaptagao da busca em largura (Se¢ao 2.2.1). O algoritmo recebe um
grafo AND/OR @ implicito especificado pelo né inicial e pela fungao geradora de estados sucessores
e constroéi o grafo explicito G a partir do n6 inicial. Duas estruturas de dados do tipo fila sdo criadas
para receber os novos nés gerados (ABERTOS) e para manter os nos ja expandidos (FECHADOS).

Em cada iteracao do algoritmo, um né da fila ABERTOS é selecionado para expansao. Esse n6
¢ adicionado a fila FECHADOS e removido da fila ABERTOS. A funcao de estados sucessores gera
0s nos sucessores e 0s novos nos sao adicionados na fila ABERTOS. Cada né sucessor, é avalidado
através do Algoritmo 4, etiquetando-o como “Resolvido” ou “Ndo Resolvido”. Para cada né, atu-
alizamos sua etiqueta dependendo do tipo de n6 (OR, AND ou meta) e da relagdo com seus nés
sucessores. A seguir, fazemos um processo de etiquetagem ascendente comecando do né acabado
de revisar até chegar ao n6 inicial. Se o né inicial for etiquetado como “Resolvido” entdo o grafo
solucao foi encontrado e o algoritmo acaba, caso contrario, o algoritmo faz outra iteragdo tomando o
proximo no6 da lista ABERTOS. Como o algoritmo nao incorpora informagdo para determinar qual
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no é o mais promissor, ele seleciona 0s nés na ordem de geracao usando uma estratégia de fila simples.

Algoritmo 3: AO( so, F(s,a), A, T ). Fonte: (Pearl, 1984)

®» 9 O otk W N =

10
11
12
13
14
15
16

Input:

so: Estado inicial.

F(s,a): Fungao de transicao de estados.

A: Conjunto de agoes.

T: Conjunto de nds terminais.

Output: Devolve um subgrafo solucao ou FALHA

O grafo de busca G’ consiste inicialmente do no6 inicial ng=sg. Insira ng na fila ABERTOS;
Criar a lista FECHADOS inicialmente vazia;
if ABERTOS estiver vazia then
Devolver FALHA;

end
Extrair um né da lista ABERTOS. Esse n6 é chamado de n;
Inserir » na lista FECHADOS;
Expandir o n6 n, gerando o conjunto de nés sucessores M. Incorporar os nés de M como
sucessores de n no grafo de busca G’ e na fila ABERTOS somente se nao estiverem em
ABERTOS, nem em FECHADOS;
foreach 1n¢ sucessor n’ do

| ETIQUETAR(n');
end
if n6 inicial ng for etiquetado como “Resolvido” then

‘ Devolver o subgrafo solucao;
else

‘ Ir para a linha 3;
end

Algoritmo 4: ETIQUETAR( n )

© N O ks W N
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¢}

Input: n: N6

if n for n6 terminal then
‘ Etiquetar n como "Resolvido";
end
else if n for n6 OR then
if algum dos seus nds sucessores jd foi etiquetado como "Resolvido” then
‘ Etiquetar n como "Resolvido";
else
‘ Etiquetar n como "Nao resolvido";
end
nd
Ise if n for n6 AND then
if todos os seus nds sucessores jd foi etiquetado como "Resolvido" then
‘ Etiquetar n como "Resolvido";
else
‘ Etiquetar n como "Nao resolvido";
end

)

end

if n foi etiquetado como "Resolvido" then

‘ Propagar o processo de etiquetagem a partir do n até ng;
end
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Modificamos a defini¢do do problema de busca num grafo AND/OR para definir o problema
de busca num hipergrafo. O problema de busca num hipergrafo é definido pela tupla PBHG =
(N,E,no, T), em que:

e N é um conjunto de nés.

e £ é um conjunto de hiperarcos.

e ngEN ¢é o nd inicial.

e TCN é o conjunto de nos terminais (ou nés meta).

Na seguinte secao, estudamos um algoritmo que permite resolver o problema de busca em um
hipergrafo, fazendo uso de informacao heuristica para dirigir a busca.

2.3.2 Busca heuristica em hipergrafos: Algoritmo AO*

O algoritmo AO* pode ser considerado uma generalizacao do algoritmo A* (Secao 2.2.2) para
problemas de busca em um espago de estados AND/OR aciclico, para isso representamos o problema
como um hipergrafo em que os nés representam os estados e os hiperarcos representam as acoes e
seus possiveis estados sucessores. Assim, modificamos a defini¢do de hiperarco (Secdo 2.1.2) para
indicar ac¢oes. Note que para fins didaticos, definimos o algoritmo AO representando o algoritmo
de busca por um grafo AND/OR. No algoritmo AO*, assim como as suas extensoes descritas nessa
dissertacdo, usaremos a representagao de hipergrafos.

Defini¢ao 2.5 (Hiperarco dirigido com agao a). Um hiperarco com agdo ¢ ¢ uma tupla
ordenada e=(T(e),a,H(e)), em que T(e) é o conjunto de partida de e, a€A é uma acao e H(e) é
o conjunto de chegada de e.

Como o A*, AO* pode encontrar uma solu¢do 6tima sem avaliar todo o espago de estados. A
seguir, definiremos alguns conceitos necessarios para a formulagdo do algoritmo. Como descrito an-
teriormente, o hipergrafo G é conhecido como hipergrafo implicito, isto é, G é especificado pelo né6
inicial ng e pela fun¢ao geradora de estados sucessores (operadores nao-deterministicos). O hiper-
grafo explicito G’ representa a parte do hipergrafo que é gerada pelo processo de busca. Ou seja,
o processo de busca no hipergrafo G constroi (explicitamente) o hipergrafo G’. Quando um no6 for
expandido, os seus nos sucessores sao adicionados ao hipergrafo explicito G'. Os caminhos neste
hipergrafo acabam em nds folha, isto é, nés que nao tem sucessores no hipergrafo G’, podendo ser
nao-terminais (nos ainda nao-expandidos uma vez que possuem sucessores em (G) ou nos terminais
(noés meta em G) .

Hipergrafo solucao. Em uma busca em hipergrafos a solucao adota a forma de um subgrafo
aciclico chamado de hipergrafo solu¢do. Podemos entender o hipergrafo solu¢do como um subgrafo
que comecta o no inicial ng aos nés meta 7. De maneira andloga ao caminho solucao de um grafo
ordinario ou num grafo AND/OR, podemos comecar em ng e selecionar um hiperarco. Para cada né
sucessor do hiperarco selecionado (por exemplo, aquele com menor custo), escolhemos um hiperarco
que parta desse né e continuamos assim por diante, até que os nés sucessores produzidos pertencam
ao conjunto de nés meta T (Martelli e Montanari, 1973).

Um hipergrafo solucao é completo se cada hipercaminho (Definigao 2.3) que comega em ng acaba
num ou mais né6s meta. Se algum hipercaminho acaba num né ainda nao-expandido, entdo temos
um hipergrafo solu¢ao parcial (HGSP). Formalmente, seja n; um né qualquer de um hipergrafo G.
Um hipergrafo solugao HGS(n;) com no inicial n; ¢ um sub-hipergrafo de G em que:

o n; estd em HGS(n;).
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e Se n; for um né em G e n; estiver em HGS(n;), entdo exatamente um dos seus k-hiperarcos
para frente e todos seus £ nos sucessores em G estarao em HGS(n;).

e Cada caminho em HGS(n;) acaba em um n6 ne7.

Figura 2.14: Dois hipergrafos solucao do hipergrafo apresentado na Figura 2.5.

Na Figura 2.14 mostramos dois hipergrafos solucao do hipergrafo da Figura 2.5. Em ambos os
casos, os grafos satisfazem as condigoes definidas para o hipergrafo solucao. De uma forma geral,
dado um hipergrafo G e um n6 n;, chamamos de HGS(n;) o hipergrafo solucao de G que comeca
em n; e de HGSP(n;) o hipergrafo solucdo parcial que comega em nj, sendo nj um né de HGS(n;)
que também acaba num no6 nao-terminal de HGS(n;).

Custo de um hipergrafo solugao. Na Secao 2.2 mencionamos que podemos atribuir custos aos
arcos de um grafo ordinério. Nos hipergrafos também podemos associar custos para seus hiperarcos.
Seja n; um noé do hipergrafo e seja ({n;},a,{n,,...,ni, }) um k-hiperarco que tem como né6 de entrada
n;. Uma funcdo de custo atribui um valor a cada k-hiperarco de G. Denotamos por ¢(n;,a) o custo
do k-hiperarco associado com aplicar a acdo a no né n;. Além disso, definimos outra funcdo que
atribui um custo para cada né n; (similar a funcao ¢) e representa o custo acumulado do hipergrafo
solucdo que tem n; como noé inicial e que seus noés folhas pertencem ao conjunto 7. Formalmente,
definimos que f(n;) é o custo do hipergrafo solugao do né n; até os noés n,€T (Jimenez e Torras,
2000):

e Se n; for elemento de T, entao f(n;) = 0.

e Se n; for n6é de entrada do k-hiperarco ({n;},a,{n;,,...,ni, }) entdo f(n;) = c(ni,a) + f(ni,) +

Assim, o custo do hipergrafo solu¢do a partir de n; até T' é composto do custo do k-hiperarco
mais a soma dos custos dos subgrafos solugoes dos nds sucessores de n; através do k-hiperarco
selecionado. O hipergrafo solucdo de custo minimo de G’ é o hipergrafo solu¢ao que tem né inicial
ng e cujos noés selecionam o k-hiperarco que produz o menor custo de alcancar os nés de T. Intuiti-
vamente, este grafo é determinado escolhendo gulosamente, em cada n6 n;, o hiperarco de menor
custo esperado. Formalmente, a seguinte equagdo recursiva define o custo minimo do hipergrafo
solugao com inicio em n; (Nilsson, 1980):

0 , se n; for n6 meta.
minge 4¢3)[c(ni, a) + 2?21 f*(ni;)] , em outro caso, (2.1)

[ (ni) :{
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em que, f*(n;) denota o custo da solugao 6tima do n6 n; e f* é chamada de fun¢do de avaliagao
dtima. A Equacdo 2.1 induz que o hipergrafo solugao 6timo seja aciclico. Assim, 0s ndés meta podem
ser atingidos a partir do né inicial apés executar um ntmero limitado de acoes.

O algoritmo AO* encontra o hipergrafo solu¢ao (HGS) de custo minimo de um hipergrafo G.
Como no caso de outros algoritmos de busca heuristica, AO* encontra o hipergrafo solugao sem
considerar todos os nos alcangaveis. O algoritmo AO* utiliza uma fun¢ao de avaliacdo heuristica h
como uma estimativa da funcao de custo 6timo f*. A funcao h deve satisfazer algumas condicoes
para que o algoritmo possa encontrar o hipergrafo soluc¢ao 6timo. Assim, definimos ﬁ(nl) como sendo
a estimativa de custo do hipergrafo com inicio em n; e que deve satisfazer as seguintes propriedades:

e h & admissivel, isto ¢, para cada no n;, h(n;) é uma estimativa que ndo superestima o custo
do hipergrafo solugao 6timo com raiz em n;, isto &, h(n;)<f*(n;).

o h ¢ consistente, isto ¢, para cada k-hiperarco ({ni},a.{ni,,....ni. }), ﬂ(nl) < ¢(ng,a) + ﬁ(nzl)
+ h(ng,) + ... + h(n;,).

e Se n; for um no meta, h(n;) = 0.

Defini¢ao 2.6 (Custo estimado de um hipergrafo solugao com inicio em n;)

O custo estimado de um hipergrafo solu¢do com inicio em n; e usando a agao a, ¢(n;,a), sendo
que n; € no inicial do k-hiperarco ({n;},a,{n;,,...,ni,}), representa o custo estimado do hipergrafo
solugdo 6timo a partir de n; até os nés meta. A seguinte equagao define esse custo:

g(ni,a) = c(ng,a)+q(nm,)+q(nmy)+...+q(nm,.).-

O algoritmo AO* pode ser definido através de trés fases que se repetem em cada iteracao do
algoritmo:

e Construc¢ao do hipergrafo solugao parcial (HGSP): Nessa fase, o hipergrafo solucdo
parcial é reconstruido usando as marcacoes, isto é, seguindo os hiperarcos de menor custo
esperado. Os hiperarcos marcados foram escolhidos de maneira gulosa no processo de busca.

e Expansao do hipergrafo solu¢iao parcial (HGSP): Nessa fase, sendo que as folhas de
um hipergrafo solucdo parcial podem nao ser nés meta, selecionamos e expandimos um desses
nos folha e atribuimos um custo estimado para seus sucessores h.

e Atualizacao de custos: Essa fase envolve a atualizagdo de custos de maneira botton-up,
marcacao de hiperarcos e etiquetagem de nés como “Resolvido”. Um né n; pode ser consid-
erado resolvido: n; é um n6 meta ou quando todos seus sucessores sao “Resolvido”. AO* usa
programacao dinamica (backward induction (Hansen e Zilberstein, 1998)) para a atualizacao
de custos do conjunto de nés formado pelo né acabado de expandir e seus ancestrais (conjunto
Z), de modo que a variagao do custo de qualquer no n; seja propagado em dire¢do ao no inicial
no.

O algoritmo AO* (Algoritmo 5) recebe como entrada o hipergrafo G (isto é, o né inicial ng e a
funcao geradora de estados sucessores) e constroi passo a passo o hipergrafo explicito G. No inicio
do algoritmo, o hipergrafo G’ contém somente o n6 ng (Linha 1) e o custo do hipergrafo solugao,
cujo né inicial é ng, é determinado pela estimativa heuristica ﬁ(no). O algoritmo AO* mantém um
niumero de solugdes parciais candidatas e cada nd é etiquetado com a melhor acao atual. Dessa
maneira, o melhor hipergrafo solucao parcial pode ser selecionado seguindo os hiperarcos marcados
nos nos n;, comegando em ng (Linha 4).

Em cada iteracao, um né ndo-terminal n; do melhor hipergrafo solucao parcial é selecionado
para expansao (Linha 5). Quando n; for expandido, todos seus nos sucessores (que nao pertencam a
G’) sao adicionados a G’. Cada novo sucessor n; é inicializado com uma estimativa do custo h(n;)
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(Linha 6 até linha 9). Como sabemos que o custo da solucao a partir do né n; depende do custo dos
seus sucessores, o custo atual de n; tem de ser atualizado toda vez que os custos dos nés sucessores
mudarem. No algoritmo AO* apresentado, da linha 10 até a linha 23, mostramos essa atualizacao
de custos. Note que os custos dos ancestrais de n; sao atualizados baseados nesse novo custo. Mais
precisamente, os ancestrais que podem mudar seu custo estimado h sao aqueles que tem o né n;
como descendente através de um caminho de custo minimo, isto é, o conjunto Z (Linha 21). A agao
que fornece o valor minimo do custo estimado ¢ escolhida como a melhor agao para o n6 n; (Linha
16).

Dado este tipo de atualizagdo de custos, o hipergrafo deve ser aciclico. O algoritmo continua
até conseguir o hipergrafo solugao completo e seus valores sejam atualizados e propagados até o n6
inicial. Em resumo, a fase de expansdo para frente do algoritmo AO* usa uma heuristica admissivel
para guiar a busca e na fase de atualizagdo de custos utiliza programacao dindmica para atualizar
os custos. Além disso, o algoritmo introduz um processo de etiquetagem para diferenciar aqueles
noés que nao precisam ser avaliados ou expandidos novamente.

E importante mencionar que a escolha do préximo né nao-terminal do melhor grafo solugio
parcial a expandir nao condiciona o desempenho do algoritmo e ndo afeta sua otimalidade. Com
relacdo a complexidade computacional do algoritmo AO*, no pior dos casos, o grafo implicito G
serd completamente explicitado e serdo expandidos uma quantidade de nés proporcional ao espaco
de estados completo. No entanto, os resultados experimentais mostram que o algoritmo expande
muito menos nés e a solug¢ao 6tima é composta por um nimero ainda menor de nos.
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Algoritmo 5: AO*( so, F(s,a), A, T, h, ¢ ), Fonte: (Nilsson, 1980)
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Input:
so: Estado inicial.
F(s,a): Fungao de transicao de estados.
A: Conjunto de agoes.
T: conjunto de nés terminais.
h: Estimativa heuristica.
¢: Funcao de custo.
Output: Devolve o hipergrafo solucao étimo aciclico
O hipergrafo explicito inicial G’ consiste inicialmente do né inicial ng=sg;
Associar ao 16 ng o custo ¢(ng) = h(ng). Se ng for n6 meta (nge T), etiquetar ny como
“Resolvido”;
while ng nao esteja etiquetado como “Resolvido” do
Construir o hipergrafo solu¢do parcial HGSP, seguindo os hiperarcos marcados de G, a
partir do no6 ny;
Selecionar um né folha n; de HGSP e expandir o né n; gerando o0s seus sucessores
(usando F'(s,a) Va€A );
foreach no sucessor n; que ndo esteja ja em G’ do
Associar o custo q(nj):ﬁ(nj);
Etiquetar como “Resolvido” aqueles nés sucessores que forem noés meta;
end
Criar o conjunto Z de nés contendo inicialmente o né n;;
while Z nao esteja vazio do
Remover de Z um né n,, tal que nao tenha descendentes em G’ que pertencam a Z;
foreach k-hiperarco tendo no6 de entrada n,, e nos de saida {nm, ,mgy,--,7m,, } do
‘ Calcular ¢;(nm) = c(nm,a) + Q(nml)TLQ(an)TL---TLQ(nmk)5
end
Estabelecer ¢(n,,) com o minimo dos valores de g;(n,,) e marcar n,, com o
k-hiperarco em que se encontrou o valor minimo, removendo a etiqueta anterior;
if todos os nos sucessores através desse k-hiperarco estiverem etiquetados como
“Resolvido” then
‘ Etiquetar n,, como “Resolvido”;
end
if n,, foi etiquetado como “Resolvido” ou o custo atual de n,, for diferente do
anterior then
Adicionar a Z todos aqueles ancestrais de n,, tal que n,, é um né sucessor através
de um k-hiperarco etiquetado;
end

end
end
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2.3.3 Busca em grafos ciclicos AND/OR para ac¢oes nao-deterministicas

Os problemas de busca com a¢oes ndo-deterministicas (sem probabilidades nos efeitos das agoes),
muitas vezes, envolvem lidar com ciclos. No caso de grafos aciclicos, AO* executa a atualizacao de
custos eficientemente, nunca atualizando mais de uma vez um né. No entanto, quando existirem
ciclos no hipergrafo explicito G’, o algoritmo pode desdobrar o hipergrafo G, gerando nés que nao
possuem um sub-hipergrafo solugao a partir deles. Assim, AO* pode entrar num loop infinito, ou
pode atualizar muitas vezes um né numa tnica iteragao.

A possibilidade de fazer busca num grafo AND/OR ciclico foi estudada por Chakrabarti, (1994).
Esse trabalho apresenta dois novos algoritmos que encontram a melhor solugao a partir do né inicial
num grafo AND/OR explicito.

o [terative-revise € um algoritmo iterativo que constréi um conjunto de nés cujo custo do sub-
grafo solucdo foram determinados. O processo continua até o né inicial obter seu valor 6timo.
O algoritmo guarda os estados visitados na iteracao atual e se o custo do subgrafo solugao foi
determinado previamente. O algoritmo também guarda o limite superior do custo de um né.
Armazenando essas informacgoes, o algoritmo tenta determinar se um né ja foi visitado e se
seu valor 6timo computado (igual ao limite superior e menor de um ¢), desse modo evitando
os problemas do AO* anteriormente mencionados.

e REV* é um algoritmo que segue um esquema bottom-up que comeca colocando todos os nos
folha do grafo explicito numa lista Abertos e atribuindo-lhes um valor heuristico. Depois,
iterativamente seleciona o n6 com menor custo estimado de Abertos, atribui valores de custo
para seus nos pais e percorre o grafo de maneira bottom-up, completando um nivel antes
de continuar com o préximo nivel. Quando o algoritmo ficar preso na fase ascendente, ele
seleciona um n6 de Abertos e inicia outra fase ascendente de avaliagdo de nds. Desse modo,
REV* continua até que o noé inicial seja avaliado.

A eficiéncia do algoritmo REV* foi melhorado por Jimenez e Torras (2000), introduzindo al-
gumas modifica¢oes derivadas do algoritmo CF (Mahanti e Bagchi, 1985). O algoritmo INT, usa
uma estratégia top-down baseada no CF, no entanto, o processo de revisao de custos bottom-up foi
inspirado no REV*. O processo de revisao de custos do INT utiliza uma estratégia de atualizacao
de custos que torna possivel a busca num grafo AND/OR ciclico. O algoritmo CFCgrpy, mantém
na lista Abertos, um subconjunto dos nés folha. Com essa lista, o algoritmo decide que nos devem
ser visitados na fase de atualizacao de custos.

Neste trabalho, estamos interessados em resolver problemas de busca em grafos ciclicos AND/OR,
porém, aqueles em que os n6s AND estao associados a uma distribuicao de probabilidades de um
MDP. Algoritmos propostos para resolver esse tipo de problemas sdo apresentados no proximo
capitulo, ou seja, algoritmos que fazem busca em grafos AND/OR ou hipergrafos ciclicos.



Capitulo 3

Fundamentos de Processos de Decisao
Markovianos

Os Processos de Decisao Markovianos (Markov Decision Processes - MDPs) (Puterman, 1994)
sao modelos usados para planejamento probabilistico, em que: as acoes selecionadas por um agente
causam mudancas no comportamento do sistema; o estado atual do sistema e a acao escolhida para
ser executada geram uma recompensa (ou custo) e determinam uma distribui¢ao de probabilidades
sobre os possiveis proximos estados do sistema.

Um MDP representa a interacao do agente com seu ambiente. O modelo define estdgios nos
quais o agente observa o estado atual do sistema e decide executar uma acao. O agente faz suas
decistes locais com o objetivo de otimizar o valor esperado de uma func¢ao utilidade ao longo de um
horizonte H de ¢ estagios de decisoes (com {=[1..00[), isto é, a decisao ¢ & feita no comego do estagio
t, correspondendo ao intervalo de tempo entre a decisao t e a decisdo t+1 (nao incluindo esse ponto
do tempo). Geralmente, o objetivo do agente envolve a maximizagao da recompensa esperada ou a
minimizacgao do custo esperado ao longo do processo (Puterman, 1994).

Exemplo 3.1 Robo explorador espacial (Leffler, 2009)

Nesse problema, o Tobd explorador deve decidir que agdes executar e em que momentos se loco-
mover entre os diversos lugares do ambiente, fazendo o melhor uso dos recursos disponiveis. Para
navegar no ambiente desconhecido do planeta, o robd precisa saber como sua posi¢cdo mudard apds
executar uma a¢do. Assim, essa dindmica deve ser modelada e conhecida pelo robé para alcancar
seus objetivos.

Figura 3.1: O robé explorador. Fonte: Cortesia da NASA/JPL-Caltech.
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Para esse problema, podemos identificar os seguintes elementos:

e Cada cenario ou condi¢@o encontrada pelo robd no ambiente, representa um estado do sistema.
Por exemplo, condi¢oes do terreno, clima e as condi¢oes do proprio robo (posicao, reserva de
energia, temperatura, etc.) definem um estado.

e As transigdes entre estados acontecem como resultado de uma sequéncia de acées que o robd
executa nos estdgios de decisdo. O robo pode executar a acdo “Coletar amostra” ou “Enviar
leitura” em intervalos de tempo previamente definidos.

e Em qualquer estigio, o estado do sistema é completamente conhecido pelo robo.

e Os resultados das acOes aplicadas pelo agente sdo probabilisticos. Dessa forma, quando uma
acao for executada num estado o sistema pode, com diferentes probabilidades de transicdo,
ser levado para varios estados. Sob este modelo, assumimos que essas probabilidades sdo
conhecidas pelo agente.

e (Quando o robd executar uma acao no ambiente recebe uma recompensa. No entanto, se a acao
exigir a reducao de algum recurso, a recompensa € negativa.

e O objetivo do rob6 é otimizar alguma medida de utilidade. Por exemplo, o rob6 pode maxi-
mizar a recompensa total obtida pela tomada de decisoes ou tentar minimizar o consumo de
algum recurso disponivel (energia, tempo, distancia, etc).

Os MDPs tem sido muito estudados em planejamento probabilistico e no aprendizado supervi-
sionado. Na comunidade de planejamento, assume-se um conhecimento completo a priori do modelo
MDP. Assim, foca seu esfor¢o no desenvolvimento de métodos computacionalmente eficientes para,
calcular uma politica 6tima usando o modelo conhecido. O aprendizado supervisionado (Barto et al.,
1995) estuda o problema que enfrenta o agente quando nao tem acesso ao modelo completo e tem
que aprender baseado em experiéncias, isto é, interagdo com o ambiente. Uma definicdo formal do
modelo MDP é descrita a seguir.

3.1 Planejamento probabilistico e MDPs

Vérios problemas de planejamento probabilistico podem ser modelados como um MDP, con-
sequentemente podemos representé-los e resolvé-los como um problema de otimizacdo. O dominio
de planejamento é descrito como um sistema estocastico, isto é, um sistema de transicdo de esta-
dos nao-deterministico que atribui probabilidades as transicoes entre estados. Assim, a incerteza
dos resultados de uma acdo é modelada usando uma fungdo de distribuicdo de probabilidades. Os
objetivos sdo representados usando funcoes de utilidade, por exemplo, a funcao recompensa e a
funcdo custo. Essas funcoes devolvem valores numéricos associados com a escolha de uma acdo ou
ao alcancar um estado. As funcoes de utilidade expressam preferéncias ao longo do processo de
decisdo (Ghallab et al., 2004). Assim, o problema de planejamento utiliza critérios de otimizagao
na busca da politica, dessa maneira, esta orientada a minimizar ou maximizar a funcao de utilidade.

Os planos sdo representados como politicas, fun¢des que prescrevem uma agao a cada estado.
Formalmente, uma politica é uma funcao m: S—A, que define uma acao para cada estado. Deno-
tamos m(s) a agdo prescrita pela politica 7 quando estamos no estado s. Podemos classificar as
politicas em um MDP definindo quanto tempo o agente vai segui-la. O horizonte de um MDP é o
numero de estagios que sdo necesséirios para chegar ao final do processo. Se usarmos um horizonte
finito, o agente esta limitado a agir s6 durante ¢ estagios. No entanto, em um MDP de horizonte
infinito, o ntmero de estagios ndo esta restrito e pode prolongar-se indefinidamente, porque o pro-
cesso nao esté limitado no tempo. Uma outra possibilidade é considerar que o processo possui um
horizonte finito porém desconhecido, isto é, o processo alcancard um estado considerado meta em



3.2 DEFINICAO DE MDP 31

algum estagio (Delgado, 2010).

Quando uma politica for estaciondria a acfo que serd executada depende do estado atual e nao
depende dos estagios de decisdo restantes. Numa politica ndo estaciondria, a agao selecionada no
primeiro estagio depende dos ¢ estagios seguintes, a acdo considerada no segundo estigio depende
dos seguintes ¢-1 estagios, até o horizonte acabar. Em (Puterman, 1994), afirma-se que todo MDP
de horizonte infinito possui uma politica estacionaria como solucdo. A qualidade de uma politica
pode ser avaliada usando o conceito de valor acumulado esperado. No caso de horizonte infinito, a
avaliacao é feita sobre o valor acumulado esperado e descontado.

3.2 Definicao de MDP

Formalmente, um Processo de Decisao Markoviano ¢ definido pela tupla M=(S,A4,R,P,y) sendo:

e S & um conjunto finito e discreto de estados e representa todos os possiveis estados em que o
ambiente pode se encontrar. O conjunto também é chamado de espaco de estados. Assumimos
que cada estado captura a propriedade de Markov, a saber, o proximo estado do ambiente
depende somente do estado atual e da acdo selecionada.

e A éum conjunto das ac¢bes disponiveis para o agente, isto é, o conjunto de todas as agoes que
0 agente pode executar.

e R:S x A— Réafungao recompensa que define o valor da recompensa numérica obtida pelo
agente quando escolher uma acao em um determinado estado.

e P: S x Ax S —[0,1] é uma funcao de transigdo de estados que representa a probabilidade
condicional de transicao, isto é, define a probabilidade de chegar ao estado s’€S quando o
agente estd no estado s€S e executa a agdo a€A.

e 7 define o fator de desconto, 0 < v < 1. Quando estivermos usando um horizonte infinito,
determina o valor relativo das recompensas imediatas com relagdo as posteriores. As recom-
pensas recebidas em i estdgios no futuro sdo descontadas em um fator +* (Boutilier et al.,
1999).

3.2.1 MDP de horizonte infinito de recompensa descontada

Seja V1S — R uma fungao utilidade, chamada de fungao valor do estado, ou simplesmente de
funcao valor, que associa cada estado a um valor numérico representando a esperanga ou expectativa
de um estado s€S, quando as agdes prescritas pela politica 7 sdo executadas a partir do estado s.
Em problemas de horizonte infinito, o valor da politica 7 iniciando no estado s, Vi (s), é definido
como a soma esperada das recompensas descontadas. Formalmente:

ZVtT’t’«SU = 8] ; (3.1)
t=0

em que r; € a recompensa imediata obtida no estagio t.

Ve(s) = Ex

Definimos a funcao de avaliacao Q(s,a) tal que seu valor é a recompensa descontada esperada
que pode ser obtida no estado s, aplicando a agdo ¢ e seguindo a politica ™ nos estados futuros.
Isto é, o valor de @, é o valor da recompensa imediata recebida ao executar a acdo a no estado s
mais o valor esperado (descontado por ) de seguir uma politica m comecando desse ponto.

Qr(s,a) = R(s,a) +7 > P(s'|s,a)Vx(s). (3.2)

s'eS
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Uma politica gulosa é aquela que escolhe a acao, em cada estado, que maximiza o valor esperado
desse estado com relacao a alguma funcao valor arbitraria. Se  for a politica e V for a funcao valor
associada a 7, temos:

my(s) = argmax(Qr(s,a)). (3.3)

Definimos a politica 6tima 7* de um MDP como aquela que produz a maior utilidade esperada,
isto é, aquela que produz o méaximo valor esperado para cada estado tal que, Vs, V7r/, Vis(s) >
Vs (s). Seja V* a fungdo valor associada a uma politica 6tima, entdo:

V* — / * ! . .

(s) = max{R(s,a) + > P(s|s,a)V*(s)} (3.4)
s'es

A Equacao 3.4 ¢ chamada de Principio de Otimalidade de Bellman para MDP (Bellman, 1957).

Desta maneira, o problema de encontrar uma politica 6tima para um MDP é reduzido ao problema

de resolver a equacao de otimalidade.

3.2.2 MDP de horizonte finito

Neste modelo, a dindmica do agente esta limitada por um ntmero finito de estagios. Consider-
amos MDPs com {0,..,7'} decisoes e T-1 estagios. Neste caso, o somatorio da Equagao 3.1 considera
um numero finito de estigios T <oo, chamado de horizonte. Quando um MDP de horizonte finito
é usado na modelagem de um problema, o fator de desconto « é definido como 1. Desse modo, a
Equacdo 3.1 é redefinida como:

T—1
Vi(s) = Ex Zrt|50:3] Nt<T e Vi(s)=0,t="T. (3.5)
t=0
A funcao valor otima para este modelo de MDP satisfaz a equacao:
* — ! * (o
V*(s,t) = max{R(s, a) + %P(s |s,a)V*(s',t +1)}. (3.6)

A politica 6tima 7* associada & fungdo valor 6tima é markoviana (s6 depende do estado atual do
sistema) e deterministica, satisfazendo a seguinte equagao:

m*(s,t) = arg meaj({R(s, a) + Z P(s]s,a)V*(s',t+1)Vs€ S e t< T} (3.7)
“ s'esS

3.2.3 MDP de horizonte indefinido

Os dois tipos de MDPs apresentados anteriormente, podem ser considerados casos limites em
relacao ao nimero de estagios que o agente pode seguir. No entanto, podemos considerar um tipo
de MDP em que o horizonte é finito mas desconhecido, ou seja, o agente deve parar quando atingir
um estado meta. Enquanto ndo alcancar um estado meta, o agente recebe uma recompensa neg-
ativa, isto é, um custo. Desse modo, o custo total esperado de qualquer politica 6tima deve ser
finito, usando fator de desconto ou nao. Definir as condi¢oes sob as quais uma politica constitui um
politica 6tima para um MDP de horizonte indefinido resulta numa outra classe de MDP conhecido
como problema do caminho minimo estocdstico (Segao 3.2.4).

Definicao 2.2 (Politica prépria). Dado um MDP com um conjunto de estados meta GC.S
e Vs €G e VacA, P(sq4]sg,a)=1 e R(s4,a)=0. Seja 7 uma politica, se a probabilidade do agente
chegar num estado s,€G seguindo a politica 7 e selecionando qualquer caminho que come¢a num
estado s€§ éigual a 1, entao a politica 7 é chamada de politica propria. Caso contrério, é chamada
de politica imprdpria.
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Desse modo, para resolver um MDP de horizonte indefinido precisamos definir as condi¢oes para
que alguma de suas politicas 6timas seja propria. Se todas as recompensas obtidas pelo agente forem
negativas (custos), o agente incorrera em um custo maior quando estiver mais longe do estado meta.
Se o agente seguir uma politica imprépria nao alcangard o estado meta e o custo total esperado
para alguns estados serd infinito. Por outro lado, se a politica seguida pelo agente for prépria, entao
o custo serd finito para todos os estados.

3.2.4 Problema do caminho minimo estocastico

O problema do caminho minimo estocastico (Stochastic Shortest Path Problem - SSP) (Bertsekas,
1995) pode ser considerado uma generalizacao do problema do caminho minimo deterministico, no
qual incluimos probabilidades nas transicoes de estados e funcgoes de utilidade. No planejamento
probabilistico, o SSP pode ser usado para formular e definir MDPs de horizonte indefinido. A
definicao formal do problema do caminho minimo estocastico envolve:

e S, um conjunto finito dos possiveis estados do sistema, completamente observaveis.
e A, um conjunto finito das a¢des disponiveis para o agente.

e P: S x Ax S —|[0,1]; uma funcdo de transi¢do probabilistica que representa a probabilidade
do sistema ir para o estado s’€S, depois do agente executar a acdo a€A no estado s€S.

e (: § x A — R; a funcdo que associa um custo a cada estado-acao. Representa o custo de
executar uma ac¢ao em um estado determinado.

S0€S; o estado inicial (ou um conjunto Sy de estados iniciais).

GCS; um conjunto de estados meta, em que V s4€G, P(sq4,a,54) = 1.0 e C(s4,a)=0 Va€cA.
Esses estados s4 sao chamados de absorventes.

v = 1.0, em que y é o fator de desconto.

As diferengas com relagdo a definigio do MDP da secdo 3.2, estdo no uso de uma func¢do de
custo ao invés de recompensa e o valor do fator de desconto. Desse modo, no SSP estamos interes-
sados em minimizar o custo esperado (poderiamos definir também R=-C' e voltar a formulacao de
maximizagao da recompensa esperada). A func¢ao valor 6tima para SSP é markoviana e satisfaz:

V*(s) = 1(322{0(8,@) + Z P(s|s,a)V*(s')},Vs € S. (3.8)
s'esS
Assim, V*(s) representa o menor custo esperado que podemos obter a partir do estado s até
um estado meta. Toda politica 6tima no SSP é propria e minimiza o custo esperado de chegar num
estado meta a partir de cada estado s€S. H4 duas condigoes sobre a politica étima que permitem
definir completamente a solucao do SSP:

e Existe pelo menos uma politica propria.
e Para cada politica impropria m e Vs€S, V*(s)=oc.

Assim, a solucdo do problema do caminho minimo estocastico é uma politica propria que alcance
algum estado meta, minimizando o custo total esperado, a partir do estado sg. Essa politica 6tima
nao necessariamente é tinica. Se assumirmos que o estado inicial do sistema sy é conhecido, sera
suficiente calcular uma politica parcial relativa ao estado sg. Uma politica parcial 7 s6 prescreve
acoes m(s) a serem selecionadas sobre o subconjunto S;CS de estados. Os estados alcangéaveis pela
politica 6tima sdo chamados de estados relevantes (Bonet e Geffner, 2003).
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As trés classes de MDPs revisadas parecem definir trés modelos distintos entre si, no entanto,
em (Mausam e Kolobov, 2012) mostra-se que essas classes sdo relacionadas e que o SSP é um
modelo mais geral que as outras classes, sendo que MDPs de horizonte infinito de recompensa
descontada (HINF) e MDPs de horizonte finito (HFIN) podem ser definidos como casos particulares
do SSP. Um SSP com o conjunto de estados iniciais So=09, e estados meta sao transformados em
estados absorventes pode ser definido como um HINF (Sec@o 3.2.1). Dessa maneira, as solugdes que
apresentamos a seguir estao orientadas a resolver o SSP.

3.3 Meétodos para resolver um MDP usando Programacao Dinamica
Sincrona

Quando resolvemos um MDP precisamos encontrar uma politica étima ou e-6tima que maximiza
a recompensa esperada ou minimiza o custo esperado dos estados s€S. Existem vérias abordagens
para resolver MDPs, as mais conhecidas sdo: 1) Aquelas baseadas em programagao dinamica sin-
crona, em que os valores de todos os estados sdo atualizados em cada iteracdo; 2) aquelas baseadas
em programacao dindmica assincrona, em que somente alguns estados sdao atualizados em cada iter-
acdo e 3) aquelas baseadas na busca em grafos AND/OR (ou hipergrafos). Nos altimos dois casos,
resolvemos um MDP em que somente um estado inicial é conhecido.

Nesta secao exploraremos o primeiro grupo. As solucoes baseadas em programagcdo dindmica
assincrona serao revisadas na Segao 3.4 e as solugdes baseadas em busca em grafos AND/OR (hiper-
grafos) serdao estudadas na Segao 3.6. Os algoritmos classicos para resolver MDPs usam técnicas de
programacao dindmica baseada no principio de otimalidade de Bellman. Existem dois algoritmos
principais que usam esta abordagem: Iteragdo de Valor e Iteracio de Politica. Ambos sdo algoritmos
otimos que fornecem politicas completas, isto é, calculam a solucdo para todo o espacgo de estados.

3.3.1 O algoritmo Iteragao de Valor

O algoritmo Iteracao de Valor (IV) calcula valores para os estados fazendo atualizagGes suces-
sivas da fungao valor V; (Bellman backups). Em cada iteragao, a fungdo Viy1 é calculada usando o
valor estimado da iteracdo anterior, ou seja, usando a estimativa da fungdo V;. Comecando numa
Vo arbitraria, as atualizagdes sao realizadas sobre todos os estados de S. No estagio ¢, o algoritmo
encontra uma agao a que minimiza V;(s) e a seleciona como parte da politica. A Equacao 3.4 ¢é
aplicada como um algoritmo de programacao dindmica, da seguinte forma:

Visi(s) = min {C(s,a) +v Y P(s']s,a)Vi(s)}. (3.9)
a€A(s)
s'es

O Algoritmo 6 descreve esse procedimento de programagdo dindmica. A sequéncia de func¢oes
Vi converge para a funcao 6tima V* depois de um numero finito de iteragoes (Puterman, 1994).
Geralmente, o algoritmo precisa um valor e para indicar o erro maximo permitido entre duas
iteracoes consecutivas para todos os estados de S e na pratica este valor serve como parte do
critério de parada do algoritmo.

max [Vi+1(s) — Vi(s)| < e(1 =)/ (3.10)

Como o algoritmo precisa atualizar o espago de estados completo em cada iteragdo, sua com-
plexidade computacional é dada por O(]S|x|A|x]|S]).
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Algoritmo 6: ITERACAO-DE-VALOR( M, € ). Fonte: (Ghallab et al., 2004).
Input:
M: MDP.

€: erro.
Output: Devolve uma politica e-6tima do MDP

1 foreach scS do

2 ‘ Vo(s) = C(s,a)

3 end

4 n=20;

5 repeat

6 n=mn+1;

7 foreach s € S do

8 foreach o € A do

0 | Quls,0) = Cls,0) + 7 DyesP(s15a)V(s)
10 end

11 Vi(s) = mingea Qn(s,a);

12 Tn(s) = argminge 4 Qn(s,a);
13 end

14 until [V,,(s) - V,_1(s)| < e(1-7)/7; Vs€S ;
15 return m,;

3.3.2 O algoritmo Iteracao de Politica

O algoritmo Iteracdo de Politica melhora a estimativa do valor esperado da politica em cada
iteracao. Para isso, define-se uma politica inicial arbitraria my que é melhorada ao longo do processo.
Cada nova politica 71 estd baseada na politica 7 encontrada na iteragdo anterior. O processo
iterativo pode ser visto como a repeticao de dois passos:

e Obtencao do valor. A politica atual 7y é avaliada, para cada estado s€S; o valor V, é com-
putado usando essa politica.

e Refinamento da politica. A politica atual é melhorada, geramos uma politica gulosa 11
baseada em m; tal que para cada estado s escolhemos uma agdo a que minimize Qr,(s,a),
assim

mr1(s) = arg Hﬂ{l){(](s,a) + E P(s']s,a) Ve, (s')}. (3.11)
acA(s
s'eS

O critério de parada do algoritmo é definido pela igualdade entre as politicas em duas iteracGes
consecutivas, isto é, Vs€S, m11(s)=m(s). O processo completo descrito anteriormente é descrito
pelo Algoritmo 7. O passo da obtengao de valor pode ser resolvido em tempo O(|S|x|S|x|A]),
enquanto que o refinamento da politica é feito em tempo O(|S|x|S|x|A|) (Littman et al., 1995).
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Algoritmo 7: ITERACAO-DE-POLITICA( M ). Fonte: (Mausam e Kolobov, 2012).
Input: M: MDP
Output: Devolve uma politica 6tima do MDP

1 Inicializar my com uma politica arbitraria;
2 n =0

3 repeat

4 n=mn+1;

5 Avaliacao da politica: Computar V., _;
6 Melhoramento da politica;

7 foreach s € S do

8 Tn(8) = Tn—1(8);

9 foreach a € 4 do

10 | Qri(5,0) = C(5,0) + 73 esP(s']5:0) Vi, ()
11 end

12 Vo(s) = mingea Qn, ,(s,a);

13 if Qr, ,(s,m—1(s)) > Vi(s) then
14 ‘ Tn(s) = argmingea Qr, ,(s,a);
15 end

16 end

17 until 7, == m,_1 ;

18 return m,;

Os métodos mencionados anteriormente produzem politicas que minimizam o custo esperado
de todo estado s€S. No entanto, os algoritmos IV e IP nao usam o conhecimento sobre o estado
inicial e os estados meta.

3.4 Programacgao Dindmica Assincrona: O algoritmo RTDP

Um SSP com estado inicial sg e estados meta, pode ser resolvido de maneira mais eficiente.
Barto propos o algoritmo Real-Time Dynamic Programming - RTDP (Barto et al., 1995) para evi-
tar a avaliagdo exaustiva do espago de estados. O algoritmo usa a informacao sobre o estado inicial
so e focaliza a visita bem como a atualizacao dos estados que sao alcancéveis a partir de sg. O
RTDP generaliza o algoritmo de busca heuristica desenvolvido por Korf em (Korf, 1990) chamado
Learning Real-Time A* - LRTA*, permitindo que as transigoes entre estados sejam estocasticas.

O algoritmo RTDP realiza a simulacdo de uma politica gulosa amostrando caminhos ou tra-
jetorias no espaco de estados e fazendo atualizagoes de Bellman somente nos estados desses camin-
hos. Cada processo de amostragem ¢é chamado de sessdo de simulacio ou trial. Cada trial seleciona
repetidamente a acado gulosa a no estado atual s, executa a atualizagdo de s e faz uma transicdo a
algum sucessor de s alcangavel através de a.

Dessa maneira, o algoritmo RTDP tenta encontrar uma politica 6tima somente para os estados
relevantes do problema. Segundo (Bonet e Geffner, 2003), o algoritmo tem duas vantagens princi-
pais: ndo precisa avaliar o espaco de estados completo para encontrar uma politica 6tima e, sob
certas condigoes, pode descobrir politicas parciais 6timas rapidamente. Essa dltima condicao de-
pende em grande parte da heurfstica admissivel definida para o problema e da profundidade das
sessoes de simulagcdo.

O Algoritmo RTDP (Algoritmo 8) inicializa V' (valor estimado de V*) a um valor de limite
inferior admissivel, isto ¢, V|!(s)<V*(s) Vs€S; em seguida executa uma sequéncia de trials, em que
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cada trial comega a partir do estado inicial sg. O valor V}*(s) dos estados encontrados ao longo da
simulacdo sdo atualizados e uma agdo gulosa é escolhida para cada estado visitado. Além disso, o
algoritmo sorteia um estado, baseado na distribuicdo de probabilidades da funcao de transicdo de
estados P(s’|s,a), para determinar qual sera o proximo estado a ser visitado. O trial finaliza quando
o agente alcanca o estado meta ou quando a profundidade limite é alcangada. O algoritmo mantém
uma pilha estadosVisitados para guardar os estados visitados numa sessdo e facilitar a atualizagao
dos seus valores.

As propriedades do RTDP determinam que se os valores de todos os estados sdo inicializados
com valores fornecidos por uma funcao heuristica admissivel (limite inferior admissivel), entao os
valores dos estados atualizados também serdo admissiveis. Por outro lado, se existir uma politica
propria, o RTDP nao pode ficar preso num ciclo e deve acabar em algum estado meta depois de
um namero finito de passos. Além disso, para os estados relevantes, o algoritmo converge assin-
toticamente com valores 6timos e fornece uma politica 6tima. A velocidade de convergéncia esta
relacionada com a qualidade da heuristica e ao tamanho do espago de estados. Em geral, o algoritmo
RTDP pode ter uma taxa de convergéncia lenta porque faz uma exploragdo estocastica do espaco
de estados, seguindo os caminhos mais provaveis e portanto, desconsiderando outros.

Algoritmo 8: RTDP( sy, G, maxProf, V, ). Fonte: (Delgado, 2010).
Input:
so: Estado inicial.
G: Estados meta.
maxProf: Profundidade méaxima.
Vi, : Limite inferior admissivel.
Output: Devolve os valores estimados de V*

1t=0;

2 V! =V,;

3 5§ = 80;

4 while convergéncia nao alcancada e tempo limite nao alcancado do
5 profundidade = 0;

6 estadosVisitados. LIMPAR();

7 while s¢G e sANULL e (profundidade<maxProf) do

8 profundidade = profundidade + 1;

9 t=1t+1;

10 visitados. EMPILHAR(s);

11 Vi(s) = mingea{C(s,0) + 7 X yesP(s']5,0)V ()
12 a = argmingea{C(s,a) + 'yZS/ESP(S’\S,G)Y/}t_l(s')};
13 s =8’ ~ P(.s,a);

14 end

15 while —estadosVisitados. PILHA-VAZIA() do

16 s = estadosVisitados. DESEMPILHAR();

17 Vi(s) = mineea{C(s,0) + 7 X yesP(s']5,0)V ()}
18 end

19 end
20 return V}t;

O algoritmo RTDP foi estendido e/ou melhorado por vérios trabalhos gerando uma familia de
algoritmos relacionados. A seguir, explicamos rapidamente esses trabalhos:

e O algoritmo LRTDP (Labeled Real-Time Dynamic Programming) foi proposto por
(Bonet e Geffner, 2003). Um esquema de detecao de convergéncia foi introduzido no algoritmo
RTDP para melhorar seu desempenho. A ideia é rotular um estado s como convergido quando
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o residuo dele e de todos seus descendentes nao excede um e dado. O método CHECK-
SOLVED realiza essa verificacdo. Em cada iteragado, o método seleciona um estado s e verifica
se o residuo atual é maior que €. Se acontecer isso, o estado s nao pode ser rotulado ainda,
no contrario, o estado é expandido para verificar seus sucessores. Se o residuo de todos os
descendentes e do estado s for menor que €, todos sao rotulados como resolvidos. No caso
contrario, os estados sdo atualizados usando a atualizacdo de Bellman.

O processo de rotulado comeca do ultimo estado visitado nas sessoes. Dessa maneira, a con-
vergéncia dos estados perto do estado meta é reconhecida antes da convergéncia dos estados
perto do estado inicial. Portanto, os estados que ji convergiram sao rotulados para evitar
sua futura visita. Isto reduz o tempo de processamento e permite que outros estados sejam
visitados.

e O algoritmo FRTDP (Focused Real-Time Dynamic Programming) (Smith e Simmons, 2006)
¢ uma modificacdo do RTDP que mantém dois limites sobre a fungdo valor contruindo a
politica baseado no limite inferior. FRTDP guia o processo de busca focalizando-se nas partes
do espaco de busca que contribuem com os melhores valores para as politicas. Define um
valor de prioridade que estima o beneficio de dirigir a busca para algum né em particular.
Desta maneira, a selecdo baseada em prioridade processa as partes mais relevantes do espaco
e permite evitar nds que ja convergiram.

e O algoritmo BRTDP (Bounded Real-Time Dynamic Programming) (McMahan et al., 2005)
é um outro algoritmo que fornece boas politicas parciais avaliando somente parte do espago
de estados. Bounded RTDP mantém dois limites sobre a fungdo de avaliagdo otima. vy,(s) e
v;(s) denotam o limite superior e inferior respectivamente. BRTDP utiliza a diferenca v, (y)-
v1(y) como medida de incerteza do valor para s, o algoritmo utiliza esse valor para estabelecer
uma prioridade na escolha dos estados. Aqueles que tiverem maior diferenca, terdo mais
oportunidade de ser visitados.

e O algoritmo LR2TDP (Kolobov et al., 2012) é baseado no LRTDP e foi usado pelo planejador
GLUTTON, segundo lugar da IPPC-2011. Dado um MDP(H) com horizonte H podemos
construir uma politica usando MDPs de horizonte menor. Resolvendo a sequéncia de MDP (1),
MDP(2),... o planejador obterda uma boa politica para o MDP(H). A estratégia descrita

chama-se Reverse Iterative Deepening. O algoritmo LR?*TDP reusa os valores computados na
sequéncia MDP(1),MDP(2),...,.MDP(H-1) para resolver o MDP(H).

3.5 UCT

UCT (Kocsis e Szepevari, 2006) é um algoritmo de planejamento baseado em técnicas de
amostragem de Monte-Carlo projetado para resolver MDPs. Ao contrério que outras técnicas, UCT
precisa fazer amostragem da funcdo de transicao e da funcdo recompensa de um simulador nao
precisando conhecer as probabilidades de transicdo ou valores da recompensa das agoes. De modo
similar ao RTDP, UCT realiza um nimero de rollouts através do espaco de estados e atualizacoes
da func¢ado valor nos estados que visita nessas trajetorias.

A escolha dos estados sucessores é estocastica, porém a escolha das a¢des é gulosa como no RTDP
mas adicionando um termo que garante que as acoes apliciveis sao testadas em todos os estados.
Para cada estado, UCT mantem um contador do niimero de vezes que um estado foi visitado e um
outro contador que mantem quantas vezes uma agao foi selecionada num estado dado. O algoritmo
mantem um grafo parcial explicito que é expandido incrementalmente. Os rollouts comecam da raiz
e acabam num estado terminal ou em um estado que nao pertence ao grafo. Quando um novo estado
for gerado, este é adicionado no grafo explicito, a recompensa é amostrada simulando uma politica
base para d passos a partir do estado inicial. Os valores sdo propagados usando atualizacbes de
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Monte-Carlo (Sutton e Barto, 1998).

O algoritmo UCT foi usado com sucesso na IPPC-2011. A maioria dos sistemas de planejamento
da competigao foram baseados no UCT. O planejador PROST (Keller e Eyerich, 2012), primeiro
lugar da competicdo, usa o algoritmo UCT e introduz algumas otimizagbes para melhorar seu
desempenho, entre elas, técnicas para reduzir o fator de ramificacdo e para limitar a profundidade
da busca.

3.6 Busca heuristica e MDPs

Na Secao 3.2.1 vimos que a solucdo de um MDP é uma politica que indica a agdo que deve-
mos aplicar quando estivermos em um estado s qualquer. A politica encontrada pelos métodos de
programacao dinamica tem uma limitagao pratica, a quantidade de memoria que precisam € pro-
porcional ao tamanho do espaco de estados, uma vez que computam uma politica completa (isto é,
definem a acao Otima para cada estado de S). No entanto, dada a informacao do estado inicial s,
podemos orientar a solu¢ao do MDP para encontrar uma politica parcial relativa a esse estado.

Defini¢ao 2.3 (Politica parcial relativa a um estado s). Uma politica parcial w4 : S"— A,
S’CS, é relativa ao estado s se qualquer estado s’ alcancavel usando 75 a partir de s pertence a S”.

Em outras palavras, 7, especificard uma acao para qualquer estado s’ que possa ser alcancado
a partir de s e usando essa politica. Quando a politica é parcial com relacdo ao estado inicial sg
excluimos grandes partes do espaco de estados, precisando menos meméria e recursos para computa-
la. Além disso, a politica 6tima serd, geralmente, ainda menor porque S’ ndo inclui alguns estados
que poderiam ser alcancados a partir de sg. Desse modo, computar politicas parciais 6étimas pode
ser reduzido a resolver o SSP.

3.6.1 Modelando um MDP como um hipergrafo

Um SSP (Segao 3.2.4) possui um hipergrafo correspondente que representa a estrutura de conec-
tividade do espaco de estados. Intuitivamente, os estados do SSP sdo representados pelos nés do
hipergrafo e a fungdo de transicao de estados do SSP é representada pelos hiperarcos do hipergrafo.
Ou seja, a aplicagdo de uma acao ¢ em um estado s é representada por um k-hiperarco conectando
um no6 (associado ao estado s) com seus k nos sucessores.

Por exemplo, para o MDP definido pelo conjunto de estados S={s1,s2,s3}, conjunto de agoes
A={a,}, probabilidades de transi¢do P(si|s1,a1)=0.5, P(s2|s1,a1)=0.5, P(s1|s2,a1)=0.3,
P(s3]s2,a1)=0.7 e P(s2]s3,a1)=1.0, a Figura 3.2 ilustra sua representagao através de um hipergrafo.
Os arcos individuais de cada k-hiperarco sdo etiquetados com os valores da distribuicdo de proba-
bilidades da acao.
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Figura 3.2: Representacao de um MDP usando wm hipergrafo. Os circulos representam os nds do hipergrafo
associados aos estados do MDP. Os hiperarcos representam. as transig¢oes probabilisticas das a¢des do MDP.
O walores etiquetados nos arcos indicam a distribui¢cdo de probabilidades da agio.

O hipergrafo de conectividade com raiz no estado s, € um sub-hipergrafo do hipergrafo de conec-
tividade do MDP que considera os nés s’ alcangaveis a partir de s. Em particular, se a raiz for o
estado inicial sg, os estados incluidos no hipergrafo serdo aqueles alcan¢dveis mediante sequéncias
de agdes que comecgam em Sg.

Em geral, a politica de um MDP envolve a existéncia de ciclos. Por exemplo, depois de executar
uma agao, pode existir uma probabilidade diferente de zero de manter-se no mesmo estado ou
de ir para um estado ja visitado. Dado que a solucao de um MDP inclui ciclos, ndo podemos
aplicar o algoritmo AO* apresentado na Secao 2.3.2 porque a fase de atualizacdo de custos assume
uma solucdo aciclica. E importante lembrar que nessa fase, o algoritmo AO* utiliza programacio
dindmica. Os algoritmos que apresentaremos a seguir, generalizam essa fase para permitir a geragao
de solucdes ciclicas para SSPs.

3.6.2 O algoritmo LAO*

O algoritmo LAO* (Loop AO*) (Hansen e Zilberstein, 2001) é uma extensao do algoritmo AO*
que permite encontrar solugoes ciclicas e que pode ser usado para resolver um SSP. LAO* é um
algoritmo offfine’ de busca heuristica que resolve o SSP. No algoritmo LAO* mantemos as trés
fases descritas para o algoritmo AO*, isto é, a construcao do hipergrafo solucdo parcial (HGSP), ex-
pansao do hipergrafo solucao parcial (HGSP) e a atualizag¢io de custos. As primeiras duas fases sao
praticamente as mesmas, isto é, constroéi o hipergrafo solugao parcial HGSP com as acoes gulosas e
selecionamos um no6 folha do HGSP e o expandimos para gerar os nés sucessores. Porém, a terceira
fase apresenta uma variacao importante. Enquanto o algoritmo AO* atualiza os nés do conjunto Z
(composto pelo n6 expandido e seus ancestrais) numa ordem topoldgica bottom-up, o LAO* atualiza
os valores dos nos do conjunto Z usando lterag¢do de Valor (Secao 3.3.1) ou Ilteragcdo de Politica
(Secao 3.3.2). Dessa maneira, o algoritmo LAO* generaliza a fase de atualizacao de custos do AO*
usando um algoritmo de programacao dinamica de horizonte infinito para MDPs, para lidar com a
presenca de ciclos.

LAO* constroi um hipergrafo explicito G’ que inicialmente s6 contém o no6 inicial. O hipergrafo
G’ é expandido usando politicas gulosas, até completar o hipergrafo solucdo (HGS). Quando um
hiperarco esta direcionado para um né ja visitado, esse nd sucessor nao é adicionado a G’. Durante
a construcdo do HGSP, a acdo que minimiza o custo esperado é escolhida e etiquetada como a
melhor a¢ao do no visitado (politica gulosa). Cada caminho a partir do né inicial até os nés folha
é um caminho de menor custo esperado (estimado).

LAO* é descrito no Algoritmo 9, recebe como entrada o estado inicial sg; um hipergrafo G
(especificado implicitamente pelo estado inicial e pela fun¢ao de transigdo probabilistica); a fungao

!'Um algoritmo offline computa uma solugao antes de iniciar a execugio. Por outro lado, no planejamento online,
a solugao é computada conforme a execu¢ao avanca.
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Algoritmo 9: LAO*( G, so, C, h, € ). Fonte:(Hansen e Zilberstein, 2001)

[SLEE VU VL

10
11
12
13
14
15
16
17
18
19

20
21

Input:

(' Hipergrafo implicito dado pela fungdo de transi¢do probabilistica e pelo estado inicial.
so: Estado inicial.

C': Funcao custo.

h: Estimativa heuristica do custo.

€: €rro.

Output: Devolve o hipergrafo solucao 6timo ou e-6timo

O hipergrafo explicito inicial G’ consiste inicialmente do né inicial ng=sg;

while O hipergrafo solugao parcial tiver algum né nao-terminal do
/*Ezpandir a melhor solugao parcial*/;
Selecionar algum né nao-terminal n; do hipergrafo solucao parcial;
Expandir o né n; e adicionar os novos nos sucessores a G'. Para cada novo né n;
adicionado a G’ pela expansao de n;, se n; for n6 meta entdao V(n;) = 0, caso contrario
V(ng) = h(ny);
/*Atualizacao do custo dos nds e etiqueta¢ao das melhores hiperarcos (agées)*/;
Criar um conjunto Z que contém o no6 expandido e todos seus ancestrais em G’ seguindo
os hiperarcos etiquetados, isto é, Z contém aqueles nés ancestrais que podem alcancar o
né expandido seguindo a melhor solucao atual;
Executar [lteragdo de Politica ou Iteragdo de Valor sobre os nés do conjunto Z para
atualizar os custos e determinar o melhor hiperarco para cada no;
Reconstruir G;

end

/*Teste de convergéncia™®/
if Iteracao de Politica foi usada then
‘ Ir para a linha 21;
end
else
Executar [lteragio de Valor sobre os nés do hipergrafo solucdo parcial;
Continuar até que alguma das seguintes condigoes seja alcancada;
i) Se o erro for menor do que €, para todos os nos n; de G’ entdo ir a linha 21;
ii) Se o hipergrafo solucao parcial tiver algum né nao-terminal nao expandido, ir &
linha 2;
end
return Devolver o hipergrafo solugdo 6timo ou e-6timo;
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custo C' e uma fungao heuristica h. Inicializa G’ com ng, que é o hipergrafo solucao parcial ini-
cial. As linhas 2-9 serdo executadas enquanto existir algum né ndo-terminal no hipergrafo solugio
parcial. Um no6 nao-terminal n; desse grafo é selecionado e expandido, adicionando os novos nés
sucessores a G’. Se 0 no sucessor for meta, o valor de V(n;) (Equacdo 3.4) é igual a 0, caso con-
trario, V(n;) é definido pela fungdo heuristica h. Na linha 7, criamos um conjunto de nds, que
inclui o n6 recém expandido e seus ancestrais em G’ que fornecem o menor custo esperado. Sobre
esse conjunto aplicamos Iteracdo de Valor ou Iteragdo de Politica para atualizar os custos desses nos.

Quando o hipergrafo solugdo parcial ndo possui nés nao-terminais, ndo podemos garantir que
o hipergrafo encontrado é necessariamente 6timo, por tanto, é realizado um teste de convergéncia.
Se Iterag¢ao de Politica for usada na atualizacao de custos, os valores dos nos sdo exatos (valores
6timos), assim, o LAO* alcanga convergéncia para todos esses nos e o hipergrafo solugao é 6timo.
Quando os custos sdo atualizados usando Iteragao de Valor, o teste de convergéncia é usado para
encontrar uma solucao e-6tima. O teste consiste em executar Iteracao de Valor sobre os nos do
hipergrafo solucao atual. Como o algoritmo pode mudar a escolha da melhor agdo de algum né, o
melhor hipergrafo solucao pode mudar entre duas iteracSes consecutivas. Se o melhor hipergrafo
solucdo mudar tal que inclua algum né nao-terminal, a execugao do algoritmo continua na linha 2
posibilitando que esse n6 seja expandido e o hipergrafo solucao possa ser avaliado novamente.

Tanto no AO* quanto no LAO*, a borda do melhor hipergrafo solugao parcial pode conter
varios nés nao-expandidos e a escolha de qual serd o préximo né a expandir é nao-deterministica
(uma vez que todos os nés do hipergrafo solu¢ao parcial devem, necessariamente, ser expandidos).
O algoritmo LAO* compartilha as propriedades de AO* com relacdo a condigao de parada e do
uso de heuristicas. Dada uma funcao de avaliagdo heuristica admissivel, todos os custos dos nés do
hipergrafo explicito ndo superestimam os seus custos reais depois de cada iteracdo do algoritmo e
LAO* converge para uma solugdo 6tima ou e-0tima, sem necessariamente avaliar todos os estados
do problema. Dependendo do algoritmo de programacao dindmica usado na fase de atualizacao de
custos, obtemos alguns fatos interessantes. Se [teracdo de Politica for usada:

e V(n;) < V*(n;) para cada n6 n;, depois de cada iteragao do LAO*.
o V(n;) = V*(n;) para cada n6 n; do melhor hipergrafo solugao quando LAO* termina.
e LAO* termina depois de um namero finito de iteracdes.

Por outro lado, se Itera¢ao de Valor for usada:
e V(n;) < V*(n;) para cada né n; em qualquer iteragdo do algoritmo.

e V(n;) converge para um valor € perto de V*(n;) para cada n6 n; do melhor hipergrafo solugao,
depois de um numero finito de iteracoes.

Os resultados experimentais realizados em (Hansen e Zilberstein, 2001) mostram que uma im-
plementacdo do LAO* usando o Algoritmo 9 pode ser muito ineficiente, uma vez que a fase de
atualizacao de custos do algoritmo LAO* precisa atualizar o custo dos nés até a convergéncia a
cada iteracdo. Ou seja, utilizando o algoritmo LAO*, essa fase (usando Iteragdo de Politica ou
Iteragao de Valor), deve atualizar alguns nos muitas vezes até que a convergéncia seja alcancada,
sendo isso computacionalmente custoso. Desse modo, algumas modificagées foram introduzidas no
algoritmo ILAO*, descrito a seguir.

3.6.3 O algoritmo ILAO*

O Algoritmo 10 define uma versao melhorada do LAO*, chamada de Improved LAO* (ILAO*)
(Hansen e Zilberstein, 2001). A principal diferenca entre LAO* e ILAO* é que nao usa os algorit-
mos de programacao dinamica sincrona (Secao 3.3) para atualizar custos. Na fase de construgao
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do hipergrafo solucao parcial (HGSP), ILAO* o constroi seguindo os hiperarcos marcados, isto é,
hiperarcos que correspondem com escolhas gulosas. Na fase de expansao do hipergrafo solu¢ao par-
cial, o algoritmo ILAO* realiza uma busca em profundidade do melhor hipergrafo solugao parcial
para encontrar os nés nao-terminais e fazer a expansao. O algoritmo ILAO* expande todos esses
nos do melhor hipergrafo solucao parcial. Além disso, ao invés de executar Ilteracdo de Politica ou
Iteracao de Valor na fase de atualizag¢do de custos, ILAO* atualiza todos os nés do melhor grafo
solucao somente uma vez. Porém, essa atualizagao é realizada numa ordem inversa & busca em
profundidade executada no melhor hipergrafo solu¢ao parcial atual.

Algoritmo 10: ILAO*( G, so, C, h ). Fonte:(Hansen e Zilberstein, 2001)
Input:
G': Hipergrafo implicito dado pela fungdo de transicdo probabilistica e pelo estado inicial.
so: Estado inicial.
C': Funcéo custo.
h: Estimativa heuristica do custo.
Output: Devolve o hipergrafo solucao 6timo ou e-6timo

1 O hipergrafo explicito inicial G’ consiste inicialmente do né inicial ng=sq;
2 while O hipergrafo solugdo parcial tiver algum né nao-terminal do
3 /*Busca em profundidade e expansio*/;
4 Executar busca em profundidade no melhor hipergrafo solucdo parcial atual;
5 foreach né n; visitado em pés-ordem do
6 Se o n6 n; nao estiver expandido, expanda-o e para cada né sucessor n; inicializar
V(nj)=h(n;);
7 /*Atualizacao®/;
V(n) = min [C(ni,a)+ Y P(njlni,a)V(n;)] e
s a€A(n;) n,es
etiquetar o melhor hiperarco (agao) para n;;
10 end
11 Reconstruir G’;
12 end

13 /*Teste de convergéncia™®/;

14 Executar lteracao de Valor sobre os nés do melhor hipergrafo solucao;

15 Continuar até que alguma das seguintes condigoes seja alcancada;

16 i) Se o erro for menor do que € entao ir & linha 18;

17 ii) Se o melhor hipergrafo solucdo atual tiver algum né nao-terminal ndo expandido, ir a
linha 2;

18 return Devolver o hipergrafo solucao 6timo ou e-6timo;

Cada n6 encontrado pelo processo de busca (fase de expansao) é armazenado numa pilha. Depois
que todas as expansoes forem realizadas, na pilha estardao todos os nés do melhor hipergrafo solugao
parcial. Esses nés sdo os tnicos que serao atualizados (fase de atualizagdo). A ordem estabelecida
pela pilha implica que os nés ancestrais serdo atualizados depois que os nés sucessores. A seguir,
detalhamos as trés fases que permitem implementar o algoritmo ILAO*.

e CONSTRUGAO DO HIPERGRAFO SOLUGAO PARCIAL (HGSP), permite determinar quais nos do
hipergrafo guloso sdo nos nao-terminais folhas e nao folhas (internos). Saber se ainda existem
no6s nao-terminais folhas, serve como critério de parada do algoritmo. Comecando no né inicial
ng, calculamos o melhor hiperarco (agao) do né atual e obtemos os nos sucessores através desse
hiperarco. A seguir, o método verifica se 0os nos sucessores pertencem ao hipergrafo guloso.
Se todos os sucessores ja estdo no hipergrafo guloso, eles sao também processados e 0 nd
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pai é considerado um né interno. Caso contrario, o n6 é considerado um no6 folha e sua agao
associada é definida como "noop".

e BUSCA EM PROFUNDIDADE E EXPANSAO DO HIPERGRAFO SOLUGAO PARCIAL (HGSP), per-
mite fazer a busca em profundidade do HGSP consultando os hiperarcos associados aos nés
(agoes). Quando um no6 possui uma acao diferente de "noop", ele é expandido usando essa
acdo e se verifica que os nos sucessores estdo no hipergrafo guloso. Os valores dos custos dos
novos nds sucessores sao inicializados com valores heuristicos. Quando um noé tiver associada
a agdo "noop", uma agdo gulosa é computada, o né é expandido e seus nos sucessores sao
adicionados ao hipergrafo guloso (se nao estiverem previamente). Durante a busca, os nés sao
armazenados numa pilha, na ordem em que foram visitados.

e ATUALIZAGAO DA FUNGQAO VALOR, recebe a pilha gerada pelo procedimento anterior e atualiza
os valores dos nés. A ordem de atualizacdo é em pds-ordem, ji que todos os nos filhos sao
atualizados antes que os nos pais. Nessa pilha estardo todos os nés do hipergrafo solucao
parcial atual.

As iterages continuam até que o melhor hipergrafo solucdo nfdo tenha nés nao-terminais.
Quando isso acontecer, o algoritmo de Iteracdo de Valor é executado sobre os nés do melhor hiper-
grafo solucao encontrado, isto é, as iteracoes sdo realizadas até que o residuo seja menor que um
valor €. Finalmente, o hipergrafo 6timo é devolvido como solugao. No pior dos casos, |S| atualizacoes
sao realizadas, porém, na pratica o nimero é muito menor. Em cada iteracdo, a complexidade é
limitada pelo ntmero de nds presentes no melhor hipergrafo solu¢ao nessa iteracgao.

A Figura 3.3 ilustra a fase de busca em profundidade e expansao do hipergrafo solu¢ao parcial.
A expansao é baseada nas agoes definidas n6s como as melhores. Os valores da funcao valor dos nos
do HGSP e as acOes associadas sdo também apresentadas.

V(S0)=5.5 '

Figura 3.3: Busca em profundidade e expansao do hipergrafo solug¢ao parcial (HGSP). Os nds cinza per-
tencem ao HGSP.

Na Figura 3.4 mostramos a fase de atualizacio da funcao valor. Os tnicos noés atualizados sdo
os n6s do HGSP. Os valores sdo atualizados de maneira bottom-up assim, o né inicial é o ultimo
a atualizar. Dado que os novos valores podem mudar a acao definida anteriormente para um no, a
fase de construgao do HGSP é necessaria.

Finalmente, na Figura 3.5 mostramos a fase de constru¢do do hipergrafo solucao parcial. Os nés
em cinza identificam os nés internos e os nés em branco identificam os nés folha. Na construcao do
HGSP novas acbes podem ser escolhidas, por exemplo, as acoes dos nés sy e s3 mudaram para as
e ag respectivamente.
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V(S0)=5.3 |

Figura 3.5: Construgao do hipergrafo solu¢io parcial (HGSP).

3.6.4 Outras extensoes do algoritmo LAO*
RLAO*: (Reverse)LAO*

O algoritmo RLAO* (Dai e Goldsmith, 2006) é uma versao do LAO* em que as expansoes sao
realizadas para tras, isto é, comecando a partir do ndé meta até atingir o n6 inicial. A motivagao do
algoritmo estd baseada na crenca de que se um n6 n; estiver longe do né meta, os nds sucessores
de n; também estardo longe da meta. Se a expansao comecar do né inicial, os valores do custo
estimado das primeiras iteracoes serdo inexatos. Isto acontece porque nas primeiras iteragoes, e se
ainda nao alcancarmos nenhum né meta, atualizaremos os valores desses nés com valores heuristicos
(estimativas). Desse modo, se considerarmos atualizagoes a partir do n6 meta permitira propagar
valores mais exatos.

BLAO#*: (Birectional) LAO*

O algoritmo BLAO* (Bhuma e Goldsmith, 2003) extende o algoritmo LAO* para fazer uma
busca a partir do né inicial e também a partir do n6 meta em paralelo. O BLAO* recebe como
entrada um hipergrafo implicito G e o conjunto de nés meta M. Ao final, BLAO* fornece um hiper-
grafo explicito G, cujos nés sdo alcancaveis a partir do né inicial ou a partir do ndé meta e uma
politica 6tima que minimiza o valor esperado do né inicial. Este algoritmo mantém duas buscas:
uma para frente e outra para tras. Inicialmente, os valores da funcao valor do espaco de estados
sdo atribuidos por valores heuristicos. Ambas buscas comecam concorrentemente em cada iteracao.
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A busca para frente é praticamente a mesma que a busca realizada pelo algoritmo LAO*. Os nos
nao-expandidos sdo adicionados ao hipergrafo explicito G’ mediante expansao. Numa expansido, um
no6 nao-terminal é escolhido, uma acao gulosa e todos seus sucessores sao incluidos em G’. Apds a
expansao, os valores da funcao valor do né expandido e dos seus nés ancestrais sdo atualizados.

Simetricamente, a busca para tras inicia do n6é meta e expande os nés mais promissores na
direcao do no inicial. A atualizacdo de custos é a mesma que na busca para frente. Depois de cada
iteracao, o teste de convergéncia é realizado para verificar se a diferenca entre os valores da funcao
valor de duas iteragbes consecutivas excede algum erro predefinido. Caso contrario, a politica dtima
é extraida do hipergrafo solucao e o algoritmo acaba.

MBLAO#*: (Multi-Thread Birectional) LAO*

A analise experimental do algoritmo BLAO* mostra que faz um menor nimero de atualizagoes
porque os valores heuristicos dos nos perto do né meta sdo frequentemente mais exatos do que
aqueles nos perto do no inicial. Em BLAO*, a busca para tras pode propagar valores mais exatos
melhorando os valores heuristicos dos nés que estdo mais longe da meta. Baseado na observacao
anterior (Dai e Goldsmith, 2007) introduz MBLAO* para tentar reduzir o nimero de atualizacoes.
Nesse trabalho propoe-se iniciar vérios “caminhos” (threads) na expansao do hipergrafo explicito.

Define-se o caminho étimo de um MDP como o caminho mais provavel a partir do né inicial até
o nd meta, se em cada passo seguimos uma politica 6tima e escolhemos um no sucessor com a mais
alta probabilidade da funcao de transi¢ao. Os pontos de inicio das buscas para trés sao selecionados
em noés que estao no caminho 6timo atual. Como a busca estd interessada nos nés deste caminho,
propagagoes de valores desde pontos medios deveriam ser mais tteis.

IBLAO*: (Iterative Bounding) LAO*

O algoritmo IBLAO* (Warnquist et al., 2010) faz uso de dois limites sobre o valor do custo
6timo dos nos. O limite inferior permite guiar a busca, por outro lado, o limite superior possibilita
podar alguns ramos do hipergrafo de busca. IBLAO* é um algoritmo que fornece solugoes e-6timas,
cujas politicas tem limites certos em qualquer momento da execucao. Para o algoritmo ser execu-
tado em um ambiente online o valor € é dinamicamente modificado, iniciando em um valor alto e
posteriormente reduzido pelo refinamento das solugdes encontradas.

Quando um n6 n for visitado, seus limites inferior e superior fi;(n) e f,(n), respectivamente,
sao calculados tal que a relagao fi(n) < Vi«(n) < fu(n) se mantém ao longo da busca. O IBLAO*
comega inicializando o hipergrafo explicito G’ com o né inicial ng. O lago externo se executa até
atingir uma condicdo de parada definida pelo usuario. O valor € é definido como um fator do limite
do erro atual é(ng) do n¢ inicial. O conjunto borda(G7,) contém todos os nés extremos de G7 , se
borda(Gng) # (), selecionamos um subconjunto de n6s Segzpand- O algoritmo escolhe aqueles nos cujas
expansoes poderiam ter maior impacto no erro estimado do né inicial.

Anytime AO*

No planejamento online, a decisao do agente esta focado na selecao da proxima agdo a executar,
ao invés de computar uma politica para o MDP completo. Isso envolve a selecao de uma acgao para
o estado atual s. Essa selecao pode ser feita resolvendo um MDP de horizonte finito (Secao 3.2.2),
com raiz no estado s e com horizonte definido H. Geralmente, essa escolha esta restrita pelo tempo
disponivel do agente. Os algoritmos Anytime permitem encontrar uma solucao valida para um prob-
lema inclusive se for interrompido antes do tempo acabar (Zhou e Hansen, 2007).
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O algoritmo Anytime AO* (Bonet e Geffner, 2012) é uma modificagdo do algoritmo AO*
(Se¢ao 2.3.2) que permite resolver MDPs de horizonte finito. Introduz um comportamento anytime
e garante encontrar uma solu¢ao 6tima. A principal diferenga com relacdo do AO* estd na escolha
do préximo né a expandir. Ao invés de sempre selecionar um n6 nao terminal do melhor grafo
solucao parcial, Anytime AO* seleciona com probabilidade p um n6 nao terminal do grafo explicito
que nao pertence a solugdo parcial e portanto, com probabilidade 7-p um né nao terminal do grafo
solucao parcial. Se for necessario expandir um né da solucao parcial e ele nao estiver disponivel, o
algoritmo seleciona um n6 do grafo explicito e vice-versa. O algoritmo acaba quando as expansoes
ndo sdo possiveis, isto é, ndo existem nés ndo terminais no grafo explicito ou quando o tempo acabar.

Anytime AO* é 6timo, se a heuristica for admissivel ou nao, porque o algoritmo acaba quando
o grafo explicito tem sido completamente gerado. No pior dos casos, a complexidade do algoritmo
nao é pior que AO*.

3.6.5 Comparacoes empiricas dos trabalhos correlatos

A avaliagdo de desempenho dos algoritmos anteriormente mencionados usa geralmente o dominio
chamado de Racetrack. O Racetrack foi originalmente proposto em (Barto et al., 1995) e usado em
(Hansen e Zilberstein, 2001) para testar o desempenho do LAO* e do RTDP. Esse problema envolve
uma simples simulacdo de uma corrida de carros sobre uma pista. A pista possui qualquer forma
e comprimento, ela inclui uma linha de inicio num extremo e uma linha de chegada no outro. A
pista é discretizada como uma grade, em que cada posicao representa uma possivel localizacao do
carro. Comecando na linha de inicio, o carro tenta se mover ao longo da pista e chegar até a linha
de chegada. Desse maneira, a tarefa consiste em dirigir o carro desde um estado inicial até algum
estado no conjunto de estados meta. Cada estado do sistema ¢ definido por uma tupla (z,y,dz,dy)
que representa a posicao e velocidade do carro nas dimensoes = e y.

[7%]
—

Figura 3.6: Diferentes pistas do dominio Racetrack, indicando as posi¢oes iniciais em cor celeste e as
posigoes objetivo em cor vermelha.

A Figura 3.6 apresenta algumas pistas usadas nos testes experimentais deste dominio. Os resul-
tados experimentais mostram que o RTDP encontra uma solugao de melhor qualidade. Isto acontece
porque esta focalizado nas trajetorias com alta probabilidade, no entanto, o LAO* sistematicamente
explora todas as trajetorias, incluindo as de baixa probabilidade. No entanto, o tempo de convergén-
cia do algoritmo LAO* para uma solu¢ao e-6tima é muito mais rapido do que RTDP, porque RTDP
tende a evitar atualizar os estados sobre trajetérias com baixa probabilidade, o que retarda sua
convergéncia (Hansen e Zilberstein, 2001).

Quando foi avaliado o desempenho dos algoritmos RTDP, LAO* e BLAO* (Bhuma e Goldsmith,
2003), os resultados mostraram que BLAO* converge para uma solugdo 6tima muito mais rapido e
expande menos estados do que LAO* e RTDP. No caso dos algoritmos BLAO* e RLAO*, o resul-
tado foi que BLAO* apresenta um melhor desempenho, isto pode ser explicado porque o grau de

saida dos estados do hipergrafo inverso é maior do que os graus do hipergrafo original. Os resultados
da comparacao do algoritmo MBLAO*, o algoritmo BLAO* e o LRTDP mostram que MBLAO*
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possui melhor desempenho, devido & introducao de varios threads no processo de busca.

O IBLAO* foi avaliado experimentalmente com relacdo a algoritmos que também usam dois
valores para limitar o valor 6timo esperado, isto ¢, FRTDP ¢ BRTDP, bem como com o algo-
ritmo ILAO* modificado para atualizar o limite superior durante as atualizacoes de Bellman. Os
resultados indicam que o desempenho do IBLAO* supera os outros algoritmos em quase todos as
instancias do dominio. Somente 0 BRTDP consegue ter um melhor desempenho em alguns casos.
No entanto, o algoritmo ILAO* é considerado por alguns trabalhos a versao mais eficiente, devido
a sua simplicidade conceitual (Dai et al., 2011). Além disso, ele é frequentemente escolhido pelas
comparacoes empiricas, desse modo, temos mais informacdo de seu desempenho. Neste trabalho
escolhemos o algoritmo ILAO* e propomos uma versao fatorada para resolver MDPs fatorados.



Capitulo 4

Processos de Decisao Markovianos
Fatorados

Na definicao de MDP apresentada no capitulo anterior, a func¢do recompensa (ou custo) e a
funcdo de transicao probabilistica sdo dadas em termos de um conjunto de estados explicitamente
enumerados. Esses MDPs sao chamados de enumerativos. O principal problema com este tipo de
representacao é que os problemas do mundo real possuem um espago de estados muito grande sendo
a enumeragao explicita nao factivel, isto €, MDPs enumerados, podem exigir um consumo exces-
sivo dos recursos computacionais (memoria e tempo) tanto na representagdo do MDP, quanto na
computacao de uma solugao (pode ser exponencial no niimero de variaveis de estado, gerando uma
explosdo do ntimero de estados). No entanto, muitos problemas de MDP possuem uma estrutura
interna com certas regularidades e propriedades que podem ser exploradas, tanto na representagao
de problemas como em suas solucoes.

Assim, para melhorar a escalabilidade das solucoes, é mais conveniente expressar propriedades
de estados, ao invés de enumerar todos os estados explicitamente. Uma representacdo baseada em
propriedades ou carateristicas do estado do sistema é chamada de fatorada. Num MDP fatorado, o
modelo de transi¢ao probabilistico pode ser representado compactamente usando DBNs (Dynamic
Bayesian Networks (Dean e Kanazawa, 1990)) e a fungao de transigao probabilistica e recompensa
podem ser representadas usando ADDs (Algebraic Decision Diagrams (Bahar et al., 1993)).

4.1 Representacao fatorada de estados

Num MDP fatorado, os estados sdo caraterizados por um conjunto de varidveis aleatorias
X={X1,X2,....Xp} em que X; assume valores no dominio Dom(X;). Um estado é representado
por um vetor x—{z1,r2,...,z,} que define um valor z; € Dom(X;) para cada varidvel X;. Dessa
forma, o vetor x denota uma instancia particular das variaveis aleatérias X e corresponde a um
unico estado s€S. O espago de estados do MDP fatorado é representado pelo conjunto S = Dom (X)
X ... X Dom(X,). A cardinalidade do espago de estados S é exponencial no nimero de variaveis de
estado, isto é, |S|=2" (Mausam e Kolobov, 2012).

4.2 Representagao fatorada da fungao recompensa

No modelo fatorado, assumimos que a funcao recompensa também é fatorada em um conjunto
de funcoes de recompensa local Ri(x,a), Ra(x,a),...,R4(x,a), em que o escopo de cada Rj(x,a) é
restrito a um subconjunto de variaveis de X. Mais formalmente, a recompensa R(x,a) é definida
em (Guestrin, 2003) como:

R(x,a) = Z R;(x,a). (4.1)

Jj=1

49
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4.3 Representacao fatorada da funcao de transicao probabilistica

Na representacao fatorada de MDPs, podemos representar a aplicacdo de uma a¢ao num estado
que produz efeitos ou mudancas somente em algumas variaveis de estados, uma vez que, em geral,
as agoes afetam um subconjunto das variaveis. As DBNs constituem um elemento apropriado de
representacao deste tipo de dependéncias, possibilitando especificar uma distribuicdo probabilistica
local sobre cada varidvel e descrevendo o impacto da acao sobre as varidveis de estado. Usando
DBNSs, podemos especificar os efeitos de uma agdo sobre um estado, condicionado as variaveis rele-
vantes (Sanner, 2008).

Uma DBN ¢ formada por uma rede de dependéncias entre as varidveis de um estado x e as var-
iaveis do estado x’ resultante da execucdo de uma acao, e uma tabela de probabilidade condicional
para cada variavel. Assim, as a¢des de um MDP sio descritas por DBNs, em que estrutura da rede
para uma determinada acdo a precisa de dois conjuntos de variaveis de estado, x e x’. Ou seja, x=
{1, za,..., xp}, 0 estado antes da agdo a ser aplicada e x'= {2}, 2),..., .}, 0 estado obtido apos
aplicar a agao a.

A rede de dependéncias de uma DBN também é chamada de grafo de transicdo da DBN que
corresponde a um grafo dirigido aciclico com duas camadas: a primeira camada corresponde ao es-
tado x e a outra camada corresponde ao estado x’. Denotamos por Pais(x’) os pais de x’ no grafo,
ou seja, 0s n6s que possuem uma aresta dirigida para ). Essas arestas podem ser direcionadas
dos nés da primeira camada para a segunda camada e entre nés da segunda camada, sendo que as
arestas indicam uma relacdo de influéncia direta entre varidveis.

A tabela de probabilidade condicional (Conditional Probability Table - CPT') para cada variavel
x} define uma distribuicao de probabilidades condicional sobre z, isto é, os efeitos de a sobre ;.
Basicamente, uma CPT é uma fun¢do de probabilidade condicional porém, o valor desta funcao
depende somente das variaveis x; que sdo pais de z}, ou seja, P(z}|Pais(z}),a). Em resumo, a fungéo
de transigao para os valores da variavel z e uma agdo a, dada por uma CTP, a probabilidade da
varidvel ZL'; ter valor x; dados os valores dos seus pais diretos z; na DBN e é definida por:

P(x'|x, a) = [ [ P(«}|Pais(}), a). (4.2)
=1

Precisamos uma DBN para cada agdo de a€ A. A Figura 4.1 mostra um exemplo simples de uma
DBN para uma acao a qualquer. Na parte a) mostramos as duas camadas da DBN. Observamos
que a variavel de estado X’ depende das variaveis X1 e X5 e a X5’ depende unicamente de X5. Na
parte b) mostramos as CPTs para X1’ e para Xo'.

4.4 Diagrama de decisao binario e algébrico

Um diagrama de decisdo binario (Binary Decision Diagram - BDD) (Akers, 1978), (Bryant et al.,
1986) é um grafo dirigido aciclico para representagio e manipulagao eficiente de fungoes booleanas.
Um BDD representa uma fungdo que mapeia n varidveis booleanas em um valor booleano, isto €,
B" — B. BDDs generalizam a representacao estruturada em arvores, permitindo que os nés ten-
ham vérios pais, possibilitando a combinacao de grafos isomorfos e assim, reduzindo o tamanho da
representacao. Um BDD com varidveis ordenadas, chamada de OBDD, permite uma representacao
tnica (canodnica) e compacta. BDDs representam um caso especial dos ADDs.

Um diagrama de decisao algébrico (Algebraic Decision Diagram - ADD) (Bahar et al., 1993)
representa uma fungdo que mapeia n varidveis booleanas no conjunto de ntiimeros reais, isto é, uma
funcao da forma B" — R. Um ADD ¢é definido como um grafo aciclico dirigido, cujos nés podem
ser nos internos (nds de decisdo) ou noés folhas. Cada no interno v é rotulado com uma variavel
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a) b) c)

Figura 4.1: a)Ezemplo de DBN para wma ac¢ao a de um MDP. b) Tabelas de probabilidade condicional
(CPTs) para as varidveis X, e X', considerando a a¢do a. ¢) Representagao das CPTs usando ADDs.

booleana var(v)eX e duas arestas dirigidas a dois nos sucessores rotulados com hi(v) e lo(v). A
aresta hi representa a atribui¢ao 1 (ou verdadeiro) e a aresta lo representa a atribuicao 0 (falso).
Graficamente, a aresta hi(v) é representada por uma linha continua (ramo verdadeiro) e a aresta
lo(v) é representada por uma linha tracejada (ramo falso) (Mausam e Kolobov, 2012). Na Figura 4.2
mostramos uma representagao grafica de um ADD.

Figura 4.2: Representacdo de um ADD. A etiqueta v identifica o nd, o ramo verdadeiro e o ramo falso do
nd sao identificados por hi(v) e lo(v), respectivamente.

O no folha é etiquetado com val(v)€R. O n6 de um ADD que nao recebe arestas é chamado de
nd raiz. Num diagrama de decisio algébrico ordenado, as varidveis booleanas dos caminhos do grafo,
seguem uma ordem linear X; < X5 <,...,< X,,. Dada qualquer atribuicao de valores das varidveis
X;, percorremos o ADD a partir da raiz, escolhendo as arestas apropriadas (baseado nos valores)
até chegarmos numa folha. O né folha resultante representa o valor da fungao algébrica.

Mais formalmente, um ADD F) cujos nos folha tem um valor C' € R, pode ser definido por uma
graméatica BNF (Backus Naur Form):

F = Clif(F*") then Fy; else Fy, (4.3)

Um ADD denota a func¢do que representa da seguinte maneira (Bryant et al., 1986):
1. A fungao de um no6 folha é uma funcao constante F'()=C, em que C é a etiqueta do né folha.

2. A funcdo de um né interno etiquetado com uma variavel booleana X; é dado por:
F(x1, 9,y ) = 1. Fpi(x2,..2p) + 1. Flo(22,..,20).
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A Figura 4.4 mostra o ADD que representa a tabela da Figura 4.3. Dada qualquer atribuicao
de valores das variaveis X, Xy e X3, por exemplo, 1, 0 e 1, respectivamente, o valor pode ser com-
putado comecando na raiz X; e seguindo a aresta continua, a aresta tracejada e a aresta continua
para chegar no valor 2.

P

Xy | Xo| X3
0 0 0
0 0 1

o —
—

o O
el R e | =
— O e O = O
L2 B 1 R B oo T N
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Figura 4.3: A tabela mostra uma fun¢ao booleana sendo explicitamente enumerados os valores das varidveis.

Figura 4.4: Representa¢do usando um ADD da fung¢do representada pela tabela Figura 4.5.

Uma das principais vantagens de usar ADDs esta em que a representagio é muito mais compacta
do que usar tabelas enumerativas, por exemplo, quando uma fun¢do tem uma estrutura tal que algu-
mas varidveis sdo relevantes somente numa parte do espaco de estados. Esse fato é conhecido como
independéncia especifica do contexto (Context Specific Independence - CST). Para nosso exemplo da
Figura 4.4, observamos que se X; e Xy sdo verdadeiras, entdo o valor de funcao é independente do
valor de X3. Notamos que o ADD néo representa explicitamente (ou enumera) casos similares, mas
sim os agrega num unico valor.

Uma outra vantagem dos ADDs é que a complexidade das operagoes depende do ntumero de
nods presentes na estrutura, e ndo do tamanho do espaco de estados. Quando a ordem das varidveis
de estado é definida a priori, as varidveis nunca sdo repetidas nos caminhos. Dada uma ordem das
varidaveis, um ADD tem uma tnica representacdo minima. Uma outra vantagem de usar ADDs
é a existéncia de algoritmos eficientes para a manipulacao e composicao de ADDs que permitem
modificar direitamente a estrutura de dados. Se existir suficiente regularidade no modelo, ADDs
podem ser muito compactos, permitindo que problemas com grandes espacos de estados possam ser
representados e resolvidos.

Existem trés conjuntos de operacdes que podemos usar para manipular ADDs: booleanas, ar-
itméticas e abstracao. Essas operagoes possibilitam a implementacao de algoritmos que processam
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ADDs. Varios algoritmos foram desenvolvidos para operar sobre ADDs, sendo os dois mais impor-
tantes (Mausam e Kolobov, 2012):

e Reduzir: Reconstr6i um ADD ordenado tornando-o mais compacto sem modificar a avali-
acao da func@o. Para isso, essa operacdo procura por redundancias na estrutura de dados e
as remove. As redundéincias mais comuns sao: folhas duplicadas, nés internos duplicados e
no6s internos redundantes. O algoritmo trabalha numa maneira bottom-up eliminando essas
redundéncias e gerando um novo ADD ordenado.

e Aplicar: E um algoritmo de composicio de funcdes sobre ADDs ordenados. Toma dois ADDs
que representam fungdes e um operador de composi¢ao (soma, produto, méximo, etc.) e calcula
0 ADD resultante.

Por exemplo, a Figura 4.5 mostra as func¢des f e g de maneira tabular e usando ADDs. No
exemplo, a fun¢ao ¢ depende unicamente da varidvel de estado X5 e assim, pode ser representada
de forma compacta por um ADD.

Xi X2 f g
1 1[100
1 0|0 8 8
0 1| 2 o
0 0|2 8 /
10 0 2
f(X1,X2) g(X1,X2)

Figura 4.5: Funcdes f e g e suas representagoes como ADDs. Fonte:(Delgado, 2010)

Para ilustrar a operacao f + g, mostramos a representagao tabular, os ADDs que representam
as fungoes e o ADD resultante da operacao (Figura 4.6).

Xs X:| £ g f+g ,

1 1100 10 ; @ =
1 0{08 8 '

0 1|20 2 :

0 0|28 10

4 o [z

f(X1,X2) g(X1,Xz2)

Figura 4.6: Funcdes f e g e o resultante da operagao f+g. Fonte:(Delgado, 2010)

Na Figura 4.7 apresentamos o resultado de aplicar a operacdo unaria MAX(f). As operagoes
unarias produzem valores reais, no entanto as operagoes binarias (MAX(f,g)) devolvem ADDs
(Figura 4.8).

Uma outra operacio € a restri¢ido de uma variavel X; para o valor verdadeiro ou falso. O operacao
consiste em selecionar aquelas linhas da tabela em que X; é verdadeiro (1) ou falsa (0). Seja o ADD
F, denotamos por F|X; = 1 a operagao para o valor verdadeiro e F'|X; = 0 a operacao para o valor
falso. A Figura 4.9 mostra a funcdo @ e o ADD resultante da operacio @Q|X, = 1.
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Xo Xa| f

1 1| 10

10| 0 -

0 1| 2 ) = 10
0 0 2

10 0 2

f(X1,X2)

Figura 4.7: Operagao undria MAX sobre a fungao f. Fonte:(Delgado, 2010)

fg
1 1[{100 10 5
1 0[lo08 8
0 1|20 2 MAX( ’
0 0|28

' B 4 ] é

f(X1,X2) g(X1,X2)

Figura 4.8: Operacdo bindria MAX sobre as fungées f e g. Fonte:(Delgado, 2010)

Xi Xz| Q(Xa,Xz) é /C@
0.4 Q|x.= [X:=1 =
o o @ 0.4 [03

0.4 o'.z 03| 0.1

Cokk
(= - iy

Q(X1,X2)

Figura 4.9: A operacao restricao aplicada sobre a fungdo Q. Fonte:(Delgado, 2010)

A operagao inversao de um BDD xpp gera um outro BDD Xpp que representa os estados que
nao estdo no BDD original. Isto é andlogo & operagao de complemento de um conjunto. A Figura 4.10
ilustra o resultado de aplicar a inversdao no BDD que representa um conjunto de estados.

A interseccao de dois BDDs é uma outra operacao que permite gerar um novo BDD que rep-

resenta os estados na intersec¢do dos BDDs. Na Figura 4.11 mostramos um exemplo simples dessa
operacao.

4.5 Solugoes para um MDP Fatorado

Existem varios métodos para encontrar solucbes num MDP Fatorado, entre eles:
SPUDD (Hoey et al., 1999), APRICODD (St-Aubin et al., 2001), sLAO* (Feng e Hansen, 2002),
sRTDP (Feng et al., 2003). Esses algoritmos tentam agrupar estados similares para reduzir o tamanho
do espaco de estados. Usando essa abordagem, os algoritmos executam operacoes sobre conjuntos
de estados, evitando considera-los individualmente. Usando procedimentos eficientes para ADDs
e BDDs otimizam espaco e tempo de processamento. O algoritmo Fact-LRTDP (Gamarra et al.,
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a) b)

Figura 4.10: Operagao de inversio de uma BDD. a) O BDD inicial. b) O BDD resultado da operagao.

2
@{ 5 8 N

1 0

Figura 4.11: Operagdo de intersec¢ao de dois BDDs.

2012) usa uma abordagem diferente quando atualiza a fungao valor dos estados.

4.5.1 SPUDD (Stochastic Planning using Decision Diagrams)

O algoritmo SPUDD (Hoey et al., 1999) implementa uma versao do algoritmo Iteracao de Valor
usando ADDs para representar as funcoes valor, recompensa e as tabelas de probabilidade condi-
cional (CPT). Isso permite capturar as regularidades da estrutura do dominio e evitar redundancias
quando alguns padroes forem encontrados. A atualizacdo de Bellman usando operacoes sobre ADDs
é expressada pela equacao:

Vhp(x) = ggg{QED(X, a)}. (4.4)
Vgg (x) = Z%iE{CDD(X’ a) @y Z ® Ppp (| Pais(z}), a)Vhp(x)}. (4.5)
X/ i=1

em que os indices DD indicam funcgoes representadas por ADDs. Nessa equacdo, a operacoes de
marginalizagdo, @, ® e min sao usadas sobre ADDs. Em cada iteragdo, o ADD Vgg é atualizado
com o valor minimo dos Q% (x,a).

O algoritmo SPUDD (Algoritmo 11) produz uma sequéncia de fungoes valor tal que a estrutura
de V},, é explorada para representar a estrutura de VEJS. O algoritmo inicialmente constréi os
ADDs para cada CPT de todas as a¢des. O algoritmo é executado até atingir o nimero maximo
de iteragoes ou até encontrar que o erro de Bellman for menor que o valor de tolerancia (tol) . No
lago principal, para cada agdo, a funcio REGRESS ¢é chamada e o V};, é atualizado com o minimo
valor dos Q%) -
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Algoritmo 11: SPUDD(M, tol, maxlter). Fonte: (Delgado, 2010)
Input:
M: Representacao fatorada do MDP.
tol: Tolerancia.
maxlter: Nimero méximo de iteracgoes.
Output: Devolve a funcao valor Vf) D-

1 Va€A, criar os ADDs das CPTs ;

2 t=0;

3 VBD = 0;

4 repeat

5 t =1+ 1,

6 Vlt)D = 00;

7 foreach a € A do

8 Q% p = REGRESS(V} ) ,a);
9 Vpp = min(Vpp, @pp);

10 end

1 Diffbp = Vhp © Vip;

12 BE = max(max(Dif f}, ), -min(Dif fh));
13 if BE < tol then

14 ‘ break;

15 end

16 return V},,;

17 until (¢t < maxIter) ;

A funcdo auxiliar REGRESS (Algoritmo 12) substitui as variaveis de estado de V},; pelas var-
idveis linhas correspondentes, obtidas depois de executar uma ac¢ado. Para gerar QtD p»> as CPTs de
cada acao sdo multiplicadas e a varidvel X/ é eliminada usando a operacdo de marginalizacdo. A
multiplicacao pelo fator de desconto e a soma da recompensa completam o valor da atualizacao de
Bellman (Delgado, 2010).

Algoritmo 12: REGRESS(Vpp, a). (Delgado, 2010)
Input:
Vpp: Funcao valor.
a: Acao.
Output: Qpp
1 Qpp — CONVERTER-PARA-LINHAS(Vpp);
2 foreach X! em Qpp do
3 Qpp = Qpp ® CPT(z},a);
4 | Qbp = > wQpD;
5
6
7

end

Qpp = Rpp @ (7 ® Qpp);
return Qpp;

4.5.2 sRTDP (Symbolic RTDP)

O algoritmo sRTDP (Symbolic Real-Time Dynamic Programming) (Feng et al., 2003) usa téc-
nicas simbolicas de verificacdo de modelos para atualizar grupos de estados ao invés de estados
individuais como calculado na Equagao 4.5. sSRTDP é uma solugdo fatorada assincrona que con-
stroi estados abstratos, isto é, um conjunto de estados que compartilham alguma propriedade. O
algoritmo ¢ baseado no algoritmo RTDP (Se¢ao 3.4) e constréi um ADD para representar o estado
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abstrato que contém o estado atual visitado pelo trial. Desse modo, as atualizacoes sao realizadas
nesses estados abstratos e ndo sobre estados individuais. Dado o estado abstrato E, a equacdo que
atualiza os estados desse conjunto, é apresentada a seguir:

VE P (x) = min{Cpp(x,0) &7 Y (R PES (@il Pais(e)), VR ()} (46)

X' i=1

Apesar dessa ser uma ideia interessante para melhorar a eficiéncia do algoritmo SPUDD, usando a

informacao do estado inicial, a computacao do estado abstrato F e seus estados sucessores é muito
custosa.

4.5.3 Fact-LRTDP

O algoritmo Fact-LRTDP (Gamarra et al., 2012) é uma versao fatorada do algoritmo LRTDP
(Bonet e Geffner, 2003). A principal diferenga com relagao ao sSRTDP é a atualizacao do valor dos
estados. Como mencionamos anteriormente, o sSRI'DP precisa atualizar todos os estados do estado
abstrato F que contém o estado atual o que é computacionalmente custoso. A ideia do algoritmo

Fact-LRTDP ¢ atualizar somente o estado atual (representado por um BDD chamado de zpp),
definida por:

o1 () = min{Q}5} (x. a)}. (47)
o) = min{Cpp(x.a) &7 Y Q) Pop(ai|Pais(a), a)Vhp(x)}. (4.8)
X' =1

O algoritmo introduz uma versao fatorada do processo de etiquetagem CHECK-SOLVED
(Secao 3.4) usando BDDs. Quando um estado é atualizado, seu valor é atualizado no ADD que
representa a fun¢do valor atual. O novo valor de x obtido pela Equacao 4.8 é inserido na fungao
valor atual Vﬁ p Para obter uma nova funcao Vfﬁjl. As operagoes necesséarias nessa insercao podem
ser feitas eficientemente usando operacoes sobre ADDs. Na atualizacdo da funcio valor, todas as
variaveis de Vf)D sao convertidas em varidveis linhas (X;—X;’). Em seguida, o valor Qg‘g para cada
a€A é calculado usando operagoes sobre ADDs.

A Figura 4.12 ilustra o processo de atualizagao de um estado no ADD da fungao valor. Na parte
a) mostramos a funcao valor no tempo ¢; em b) o estado xpp=(T,T,F,F) é representado como um
BDD. Na parte c¢), mostramos o ADD que representa o valor Av=(v*1(x)-v!(x)).xpp, isto &, a
variacdo Av entre os valores de x em £ e {+1; se Av>¢, uma nova folha é criada em V[tfbl com valor
v (x). Finalmente, em d) mostramos a funcio valor no tempo ¢+ 1.

Xl Xl‘ ;JL)A Xl

¥\ /

| |
Xo Xo Xo i X i
}// ' L: y/ 111 i ,/ \\‘ i
Xy As : Az Xz ||
- I ! 1ol ¥ [
R £\ N o\ N

X X\ A\

o

: | S\ LN\ #
7] [88] (6] [3]
(a) Vip (b) zpp (c) Av ADVESS

Figura 4.12: Atualizagdo de fungdo valor para o estado x. a) O ADD V},,, b) O estado xpp, ¢) O valor
de Av, d) A fungdo valor apds atualizagao VE}l. Fonte: (Gamarra et al., 2012)
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4.5.4 sLAO* (Symbolic LAO¥)

O algoritmo sLAO* (Feng e Hansen, 2002) ¢ uma versdo fatorada (simbolica) do algoritmo
LAO* que combina analise de alcangabilidade e representagoes fatoradas baseadas em ADDs. Como
no sRTDP, esse algoritmo manipula conjuntos de estados, ao invés de estados individuais. A ideia
chave do sSLAO* ¢é limitar a computacao somente ao subconjunto de estados alcancaveis a partir do
estado inicial e seguindo a melhor politica. Para isso, o algoritmo introduz o conceito de “mascara”
de um ADD D. Dado um conjunto de estados S, definimos sua fun¢io carateristica Xg, tal que s€S
= Xs(S) =1.

Dado um ADD D e um conjunto de estados relevantes U, a méscara é computada multiplicando
D e a funcao carateristica de U Ay, gerando um novo ADD Dy, em que os estados ndo relevantes
sdo mapeados para zero e os estados relevantes sdo mapeados para valores desses estados em D.
sLAO* mantém um conjunto de estados expandidos G, a fungdo valor parcial (somente para os
estados de G) e a politica parcial 7.

O algoritmo sLAO* possui duas fases alternadas: (1) a fase de expansdo da solugdo parcial
e (2) a fase de atualizacdo de custos. Na fase de expansdo da solugdo, SLAO* realiza anélise de
alcancabilidade, a partir do conjunto de estados iniciais Sy para encontrar o conjunto de estados
alcangaveis F. A operagdo chave nesta fase ¢ o célculo da Imagem de um conjunto de estados. O
operador imagem computa o conjunto dos estados sucessores do conjunto S ap6s uma acao a ser
executada, sendo P® a funcao de transicdo probabilistica para a acdo a. Formalmente, é definida
como: I'magemyx:(S, P*) = Ix [P(a'|x,a) N Xs(x)]. Esse operador devolve uma fungao carateristica
sobre x’, que representa o conjunto de estados alcan¢aveis apos uma acao ser tomada a partir do
conjunto S. Uma outra informacao Gtil usada no algoritmo é a politica parcial 7g. Se uma acao a
é associada a um conjunto de estados, que tem a como agdo gulosa definida pela politica parcial
atual 7, esse conjunto ¢ denotado por SZ. Essa representacao da politica gera uma parti¢ao do
conjunto de estados visitados pela politica.

Na fase de atualizagdo de custos, o algoritmo usa uma versao modificada do algoritmo SPUDD
(Segao 4.5.1), para focar a computagdo somente no conjunto de estados visitados pela politica
atual, usando a operacao de mascara para encontrar esses estados, e portanto, reduzir o espaco
de estados. O algoritmo constréi o estado abstrato £ e o atualiza. Sendo mg uma politica parcial,
existem estados em F cujos estados sucessores nao pertencem a G. Denotamos esse conjunto por
E’. Com todas as fungoes representadas por ADDs, o sLAO* computa os novos valores usando a
equagao:

Vi (x) = min{CBp (x,a) €y Y Q) PER” (af| Pais(x}), a) Vi (x')}. (4.9)

X' i=1



Capitulo 5

ILAO* Fatorado

Neste capitulo propomos a versdo fatorada do algoritmo ILAO* (Se¢do 3.6.3), chamada de
Fact-ILAO*. O algoritmo Fact-ILAO* usa as trés fases usadas pelo algoritmo ILAO*, isto é, a re-
construgdo do hipergrafo solucdo, a expansao do hipergrafo solugdo fazendo busca em profundidade e
a atualizacao do custos em pds-ordem (com relacao aos nos visitados pela busca em profundidade),
sendo que as trés fases sdo realizadas de maneira fatorada. Para isso, Fact-ILAO* representa os
estados através de varidveis de estado. Um estado s é representado por um BDD, denotado por
Tpp, em que o caminho formado pelos valores das varidveis em s atinge o valor 1 e todos os out-
ros caminhos atingem o valor 0. Fact-ILAO* representa o hipergrafo solugao parcial G’ através de
conjuntos de nos (NI é o conjunto de nos internos de G’, e NF é o conjunto de nos folha de G”)
e a politica gulosa mgr, que associa uma acao gulosa a cada estado xe NI e NOOP a cada estado
XENF. Denotamos por NIpp e NFpp os estados internos e folhas de G’ representados por BDDs.
Além disso, Fact-ILAO* guarda um conjunto de todos os estados ja gerados durante sua execugio,
chamado de Hpp, para reusar os valores desses estados no hipergrafo solucao parcial reconstruido.

Fact-ILAO* (Algoritmo 13) recebe como entrada a representacao fatorada de um MDP. Desse
modo, a func¢ao valor e a func¢ao recompensa sao representadas como ADDs. A funcéo valor de todos
os estados ¢ inicializada com um valor heuristico. As CPTs (Segdo 4.3) das variaveis de estado e
acoes, também s&o representadas por ADDs e o estado inicial é representado por um BDD. As
linhas 2 e 3 do Algoritmo 13 inicializam o conjunto NIpp com um conjunto vazio ¢ N Fpp com Xg.
Desse modo, inicialmente, o hipergrafo solucao parcial G’ é composto apenas por xg. Enquanto o
conjunto N Fpp for diferente de vazio, o lago principal é executado (linhas 4-11). Na linha 6 ¢ feita
a expansado em profundidade, em que todos os nds folha encontrados sao expandidos, devolvendo
uma pilha STAC K¢ dos nos visitados internos de G’ (isto ¢ NIpp ordenados com relagao a busca
em profundidade). Na linha 8, é realizada a atualizacao do custo dos estados na ordem de extragao
da pilha. A ordem de atualizagdo de estados garante que estados descendentes sejam atualizados
antes que estados ancestrais. O método ATUALIZARCUSTOS também devolve a politica gulosa mgr.
Uma vez que os custos foram atualizados, a reconstrucao do hipergrafo solugao (linha 10) é feita
para computar novas acoes gulosas e determinar os novos conjuntos NIpp e N Fpp. Para isso, esses
conjuntos sdo recomputados usando da politica mgr e operagoes sobre BDDs e ADDs. Quando o
algoritmo sai do laco principal, o teste de convergéncia é realizado e um algoritmo de Iteragdo de
Valor é executado (usando a versdo fatorada SPUDD (Secao 4.5.1)) sobre o conjunto de estados
NIpp até que o erro seja menor que € ou até NFpp # ().

59
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Algoritmo 13: FAcT-ILAO*( M, xq, €, h )
Input:
M: Representagao fatorada do MDP (DBNs, ADDs representando as CPTs e fungdo custo).
Xo: Estado inicial
Variavel global: Hpp, inicializada com Xg;

e: Erro
h: Estimativa heuristica
Output: wg
1 Vpp = I
2 T = Wg/(Xo) - NOOP;
3 Nipp = 0;
4 NFpp = Xo;
5 while NFDD 7& @ do
6 /*Ezpansdo de G’ usando busca em profundidade a partir de xq, consultando wqr */;
7 STACK g = EXPANSAOEMPROFUNDIDADE(Xq, 7 );
8 /*Atualizar, em pds-ordem, os estados visitados pela busca em profundidade */,
9 T = ATUALIZARCUSTOS(STACK ) (Ver Equacao 4.8);
10 /*Reconstréi o hipergrafo soluc¢ao a partir de Xo para atualizar mgr com as agoes
gulosas*/,
11 (NIpp, NFpp, mg') = RECONSTRUIRSOLUGAO(Xq, Tg);
12 end

13 /*Teste de convergéncia™/

14 Executar Iteracao de Valor (SPUDD) sobre os nés NIpp;

15 Continuar até que alguma das seguintes condigoes seja alcancada;
16 i) Se o erro for menor do que €, entdo ir a linha 18;

17 ii) Se NFpp # (), ir a linha 5;

18 return mg;

As trés fases do algoritmo Fact-ILAO*, realizadas de maneira fatorada, sdo descritas nas prox-
imas secoes em mais detalhes.

5.1 Reconstrucao do hipergrafo solucao parcial

O Algoritmo 14 reconstroi o melhor hipergrafo solugdo parcial G7. Como a fase de atualizagio de
custos pode provocar mudanca na acao considerada gulosa para um estado, é necessario reconstruir
o hipergrafo soluc¢ao. Os conjuntos NIpp e N Fpp sdo inicializados como conjuntos vazios (Linhas
1-2). Além disso, o algoritmo usa um conjunto auxiliar AUXpp para guardar os estados gerados
durante a reconstrucao de G’, inicializado com x¢ (Linhas 3-4). A politica atual 7g é armazenada
explicitamente para permitir a rapida consulta e atualizacao de valores dos estados. Para processar
a reconstrugao do hipergrafo solucao parcial, utilizamos uma fila chamada de abertos. No procedi-
mento RECONSTRUIRSOLUCAO, fazemos uso de dois procedimentos que fazem operacoes com BDDs
e ADDs:

e COMPUTAR-SUCESSORES(x,a), gera um BDD que contém os estados sucessores do
estado x, dada uma acdo a, chamado de sucpp. O método usa as CPTs das variaveis de
estados (definidas por Ppp). Quando essa probabilidade for maior que 0, o estado sucessor
x’ atinge 1 em sucpp, caso contrério serd 0.

o abertos. ADICIONAR() adiciona um estado na fila abertos.
Por outro lado, abertos. EXTRAIR() extrai um estado da fila abertos.
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Durante a reconstrucdo do hipergrafo solucao, a fila abertos armazena os estados que ja es-
tdo no conjunto Hpp e que ainda nao foram visitados. Enquanto a fila abertos tiver estados para
processar, extraimos um estado x (linha 7), usamos a agao gulosa 7g(x) e com COMPUTAR-
SUCESSORES(x,a) calculamos sucpp, isto é, o BDD dos estados sucessores de x (linha 9).

Na linha 10 calculamos, com operagoes de complemento e interseccdo entre BDDs, os estados
sucessores que nao pertencem a Hpp (isto é, nunca antes gerados). O estado x é adicionado no con-
junto NIpp somente se todos seus sucessores também estdo no conjunto NIpp. Se algum sucessor
nao estd nesse conjunto, adicionamos o estado atual & NFpp (x devera ser propriamente expandido
na fase de expansao do hipergrafo). Essa verificagao é realizada através de operagoes com BDDs, da
seguinte forma: (1) obtemos o conjunto de sucessores que nao estao no conjunto Hpp, computando
o complemento de Hpp e fazendo a interseccao com sucpp (linha 15); se o BDD resultante dessa
operagao for diferente de vazio entdo, existe algum estado sucessor que ndo estd em Hpp e o estado
atual passa a ser um estado folha e é inserido no conjunto N Fpp; finalmente a politica g para o
estado x ¢ atualizada com a acdo NOOP (linhas 24-25). Caso o conjunto de sucessores ja possua
estados no conjunto AU Xpp, fazemos novamente a operacao complemento sobre AUXpp e real-
izamos a intersec¢do com o conjunto sucpp (linha 15). Se o conjunto resultante for diferente de
vazio, o adicionamos em abertos e realizamos a operagao de unido com o conjunto AUXpp (linha
19).
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Algoritmo 14: RECONSTRUIRSOLUGAO(Xo, T¢r)
Input:
Xo: Estado inicial.
g Politica gulosa.
Variavel global:

HDD .

Output:

NliIpp, NFpp: Conjuntos de estados.
g Politica gulosa.

1 NIDD = @;

2 NFpp = 0;

3 AUXDD = X0,

4 abertos = Fila vazia;

5 abertos. ADICIONAR(xg);

6 while abertos # FILA-VAZIA do

7 x = abertos. EXTRAIR();
8 if 7TG'/(X) 75 NOOP then
9 Sucpp = COMPUTAR—SUCESSORES(X,7Tgl(X));

10 SucNonHpp = Hpp N sucpp;

11 /*Se todos o0s sucessores de x foram gerados anteriormente, entdo x é adicionado em
Nlipp, sendo x passa a ser folha e serd expandido na fase de expansdo em
profundidade.*/;

12 if SucNonHpp == () then

13 /*Todos os sucessores de x foram visitados anteriormente.*/;

14 NIpp = NiIpp U x;

15 SucNonAUXpp = AUXpp N sucpp;

16 /*Adiciona os nds na fila abertos que ainda nao foram visitados durante a

reconstrucgao. */;

17 if SucNonAUXpp # () then

18 abertos. ADICIONAR(SucNonAU X pp);

19 AUXpp = AUXpp U SucNonAU Xpp;

20 end

21 end

22 else

23 /*Eziste um sucessor de x que nao foi gerado anteriormente, entdo x é folha.*/;

24 NFpp = NFpp U x;

25 e (x) = NOOP;

26 end

27 end

28 end

29 return NIDD, NFDD, Yels

5.2 Expansao do hipergrafo solugao fazendo busca em profundidade

O Algoritmo 15 realiza a busca em profundidade no hipergrafo solucao atual, consultando a
politica gulosa atual mgs. Para isso, fazemos uso da pilha abertos para armazenar os estados a
serem visitados e usamos a pilha STACK g para guardar os estados que visitamos no percurso
da busca em profundidade e cujo valor serd atualizado posteriormente pela fase de atualizagao
da funcao valor. Enquanto abertos conter estados (linha 5), extraimos um estado x fazendo uso
do método abertos. DESEMPILHAR (analogo ao método abertos. EXTRAIR mas, neste caso,
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usamos uma pilha) e empilhamos o estado na pilha STACKg (Linha 7). Em seguida, consulta-
mos a politica mg para determinar a a¢do associada ao estado atual x. Se a acdo for diferente de
NOOP (linha 9), expandimos o estado através dessa agao e calculamos o conjunto de sucessores. Na
linha 12, utilizamos as operacdes de complemento e interseccdo de BDDs para obter o conjunto de
sucessores sem repeticdo. Se o BDD resultante for diferente de vazio, indicando que ainda existem
sucessores que devem ser processados, os empilhamos na pilha abertos e atualizamos o conjunto
AUXpp com a operacao de uniao entre BDDs (linhas 15-16).

Algoritmo 15: EXPANSAOEMPROFUNDIDADE(Xq, 7¢)
Input:
Xo: Estado inicial.
mq: Politica gulosa
Output: STACKg: Pilha

1 AUXDD = X0,

2 abertos = Pilha vazia;

3 STACKg = Pilha vazia;

4 abertos. EMPILHAR(x¢);

5 while abertos # () do

6 x = abertos. DESEMPILHAR();

7 | STACK¢ EMPILHAR(x);

8 /*A politica ¢ prescreve uma agio gulosa para o estado x.%*/;
9 if 7T01(X) 7§ NOOP then

10 a = e (x);

11 sucpp = COMPUTAR-SUCESSORES(x,a);

12 sucNonAUXpp = AUXpp N sucpp;

13 /*Existem estados sucessores de x nao foram visitados anteriormente.*/;
14 if sucNonAUXpp # () then

15 abertos. EMPILHAR (sucNonAU Xpp);

16 AUXpp = AUXpp U sucNonAUXpp;

17 end

18 end

19 else

20 a = ACAO-GULOSA(V}, ) x);

21 sucpp = COMPUTAR-SUCESSORES(x,a);

22 /*Atualizar Hpp com 0s novos estados sucessores.*/;
23 sucNonHpp = Hpp N sucpp;

24 if sucNonHpp # () then

25 ‘ Hpp = Hpp U sucNonHpp;

26 end

27 end

28 end

[\
o

return STAC K¢y,

Se a agdo definida pela politica mg para o estado x for NOOP (linha 19), computamos a
agao gulosa (linha 20) e obtemos o BDD que representa o conjunto de sucessores através dessa
acao (linha 21), sucpp. Na linha 23, novamente com as operagoes de complemento e intersecgao
entre BDDs geramos o conjunto de novos sucessores. Se o BDD resultante conter estados, Hpp
¢ atualizado através da operacao de unido (linha 25). Quando a busca em profundidade acabar,
na pilha STAC K¢ estardo todos os estados internos do hipergrafo guloso atual na ordem em que
foram visitados pela busca em profundidade. A ordem determinada pela pilha permitira atualizar
primeiro os estados filhos antes que os pais (pos-ordem), na fase de atualizagao de custos.
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5.3 Atualizacao do custo em pds-ordem

Nessa fase, o algoritmo Fact-ILAO* visita cada estado do melhor hipergrafo solugdo atual do
mesmo modo que o algoritmo ILAO* (Algoritmo 16). Fact-ILAO* n&o precisa fazer uma atualizacao
de Bellman de todos os estados como no algoritmo SPUDD ou de estados abstratos como é feito
em sRTDP e sLAO*, mas sim realiza uma atualizagdo individual de estados como no algoritmo
Fact-LRTDP (Segdo 4.5.3) de maneira eficiente usando ADDs.

Esse procedimento, recebe a pilha ST AC K¢ devolvida pela busca em profundidade durante a
expansao e atualiza a fungao valor de cada estado (na ordem definida pela pilha). As atualizagoes
continuam até a pilha ficar sem estados. Desse modo, todos os estados do hipergrafo solugdo atual
sdo atualizados e, na proxima fase, um novo hipergrafo guloso sera reconstruido. O Algoritmo 16
mostra o procedimento de atualizacao do Fact-ILAO*.

Algoritmo 16: ATUALIZARCUSTOS(STACK )
Input: STACKg: Pilha
Output: 7

Whlle STACKG/ 7& @ do

[uny

2 x = STACK ¢ .DESEMPILHAR();
n
s | V) = min{Cpp(x,2)@7 % @ Pop (| Pais(x7),a)Vhp (x')};
a i=1
n
. | o) = argmin{Cpp(x,2) 873 % @ Pop(ai| Pais(z)),a)Vhp (xX')};
i=1
5 Atualizar Vi, com v'1(x) para obter V5H;
6 end
7 return wg/;

5.4 Fact-ILAO* vs. sLAO¥*

A primeira diferenca entre o Fact-ILAO* e sSLAO* ¢ que sLAO* é baseado no algoritmo LAO*
e nosso algoritmo é baseado no ILAO*. Assim, as fases para computar o hipergrafo solugdo sao
diferentes. O algoritmo sLAO* executa duas fases e Fact-ILAO* executa trés fases. Sendo ILAO*
uma versdo melhorada do LAO*, nossa versao aproveita as vantagens desse algoritmo, enquanto o
sLAO* realiza a atualizagao de custos usando um algoritmo de programacao dinamica (modificacao
do algoritmo SPUDD). Além disso, sLAO* precisa construir estados abstratos e atualizar esses
conjuntos em cada iteragdo, o que ¢ uma operagao computacionalmente muito custosa, limitando
seu desempenho. Esse fato constitui uma diferenca importante com nosso algoritmo. Fact-TLAO*
atualiza os estados individualmente e usa a ideia de atualizacdo em poOs-ordem. A expansdo da
solucao atual realizada no sLAO* usa analise de alcancabilidade para determinar que estados pro-
cessar. Essa operacdo é analoga a expandir os nés da borda do hipergrafo solugdo parcial. Uma
outra diferenca importante no trabalho de Feng (Feng e Hansen, 2002) é que o problema é definido
para um conjunto de estados iniciais Sp, enquanto ILAO* e Fact-ILAO* trabalham com um s6
estado inicial xq.

5.5 Fact-ILAO* vs. Fact-LRTDP

O algoritmo Fact-LRTDP é um algoritmo fatorado baseado em atualizacao de estados por
amostragem (trial). Assim, ele ndo mantém um hipergrafo solugdo parcial mas somente o conjunto
de todos os estados visitados e seus valores, o que corresponde ao conjunto Hpp. Fact-LRTDP
usa o procedimento CHECK-SOLVED (Bonet e Geffner, 2003) para determinar estados que nao
precisam ser visitados novamente por ja terem convergido para o valor 6timo enquanto Fact-ILAO*
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continua atualizando os estados do hipergrafo solugdo, mesmo que eles tenham convergido. Com
relacdo & atualizagdo de custos, ambos os algoritmos coincidem em fazer a atualizacdo de estados
individualmente. Porém, a ordem dessas atualizacoes é diferente: Fact-LRTDP atualiza estados
amostrados nos trials enquanto que o Fact-ILAO* atualiza os estados do hipergrafo solugao parcial
em po6s-ordem com relacao a busca em profundidade em G’.
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Capitulo 6

Analise experimental

Nesse capitulo fazemos uma anélise comparativa dos algoritmos Fact-ILAO* e ILAO* (que
chamaremos de Enum-ILAO* para diferencia-la da versao fatorada) com duas implementagoes do
algoritmo LRTDP: o GLUTTON (Kolobov et al., 2012) e Fact-LRTDP (Gamarra et al., 2012).

6.1 Planejamento online

Apesar dos algoritmo descritos nos capitulos 3, 4 e 5 serem de tipo offline, isto é, o objetivo é
encontrar a politica 6tima (com e-convergéncia) antes da executd-la no ambiente real. A politica
obtida dificilmente pode ser modificada e qualquer mudanca exige uma re-computagao da politica.
Por outro lado, no planejamento online a politica ndo precisa ser computada a priori, ser com-
pleta ou 6tima. Somente precisamos focar na escolha da acfo a ser executada no estado atual. No
proximo estado devemos escolher novamente a melhor acao para executar e possivelmente usaremos
informacao de computagoes anteriores (Vianna et al., 2012).

No ambiente real, as competicoes internacionais de planejamento probabilistico (IPPC-2011)
propdem problemas de planejamento online em que sao propostos cerca de 80 problemas para serem
resolvidos em 24 horas. Para cada problema um planejador online deve executar 40 agdes da politica
encontrada. Essa execucao deve ser repetida por 30 vezes para se computar a média da recompensa
acumulada das 40 agdes executadas. Cada problema ou dominio da competi¢do possui 10 instancias
que sao numeradas de 1 a 10, cujo tamanho e/ou dificuldade cresce com o numero da instancia.
A competicdo define um horizonte finito de 40 passos para todas as instdncias. Na competicio de
planejamento foi adotado um ambiente online baseado numa arquitetura cliente-servidor. O servidor
envia para o planejador o estado inicial de uma insténcia de problema e o planejador envia para
o servidor uma agao para esse estado. Logo, o servidor executa a agdo recebida no estado atual e
envia um estado sucessor (usando um simulador do ambiente real) para o planejador e assim por
diante. Depois de 40 interacdes desse tipo, o servidor envia um novo estado inicial e o processo se
repete.

6.2 Ambiente RDDL.sim e dominios de planejamento

Na Competicao Internacional de Planejamento Probabilistico (IPPC-2011) (Sanner et al., 2012)
foram introduzidos novos dominios de planejamento para MDPs. Algumas das carateristicas desses
problemas envolvem horizonte finito, grandes fatores de ramificagao (isto ¢, MDPs com funcado de
transicao muito densa), custo de agoes nao uniformes e, em alguns casos, auséncia de estados meta
(sendo o objetivo minimizar o custo acumulado em 40 a¢oes executadas). Assim, os problemas ap-
resentaram cendrios de planejamento mais realisticos e representaram desafios para os planejadores
conhecidos até entdo. A seguir, descrevemos algumas das carateristicas da linguagem RDDL usada
no IPPC-2011, para descrever problemas de planejamento probabilistico.

67
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6.2.1 Linguagem RDDL

A Linguagem de Diagramas de Influéncia Dinamica Relacional (Relational Dynamic Influence
Diagram Language - RDDL) foi usada na modelagem dos dominios da IPPC-2011. E baseado nas
linguagens PPDDL 1.0 e PDDL 3.0. No entanto, é diferente tanto na sintaxe quanto na seméantica.
Introduz a representacao de observabilidade parcial e eventos exégenos e melhora a descricao de
MDPs e POMDPs representando estados, agoes e observagdes como varidveis parametrizadas (flu-
entes ou nao-fluentes). As variaveis parametrizadas sao modelos das varidveis ground que podem ser
obtidas quando a instancia de um problema define os possiveis objetos do dominio (Sanner, 2010).

RDDL tem sido desenvolvido para modelar problemas de planejamento que usam varidveis
booleanas, multi-valoradas, inteiras ou continuas, concorréncia ndo-restrita, nao-fluentes, independén-
cia probabilistica entre efeitos complexos (necessario para representar eventos exdgenos) e observ-
abilidade parcial. Além disso, RDDL permite usar expressdes logicas, aritméticas, de comparacao,
condicionais na defini¢do das fungoes de transicao e recompensa.

6.2.2 Ambiente RDDL.sim

RDDL.sim é um ambiente de simulacao adotado pela IPPC-2011. Trata-se de um projeto desen-
volvido pela NIC-Australia para fornecer um ambiente geral de teste e comparacao de algoritmos
que resolvem os MDPs da competicao. Algumas das carateristicas do projeto sio:

e Especificacao de padroes l1éxicos e gramatica BNF.

Traducao de RDDL para um formato prefixo de facil analise sintatica.

Tradutores de RDDL para PPDDL-SPUDD e Symbolic Perseus.

Um simulador Java para RDDL.

Interface cliente-servidor em Java.

Ferramenta de visualizacao Java para facilitar a depuracao e teste.

A Figura 6.1 mostra a janela gerada pelo visualizador do RDDL.sim para o dominio NAVIGA-
TION.

RDDL Navigation Si.. o° @

RDDL Navigation Simulation

8

Figura 6.1: Ilustra¢io do dominio NAVIGATION gerada pelo RDDL.sim. A letra G indica o estado objetivo.
A wariagio de cor em tons de cinza representa a probabilidade do agente de desaparecer. Um tom oscuro
indica uma grande probabilidade.
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Dominio Propriedades CTPs
SYSADMIN Altamente exo6geno, transi¢des complexas | Denso
ELEVATORS Altamente exégeno, concorrente Denso
TRAFFIC Altamente exo6genos, concorrente Denso
GAME OF LIFE Altamente combinatério Denso
NAVIGATION Orientado a objetivo Esparso
REcoON Poucos eventos exdgenos Esparso
CROSSING TRAFFIC | Orientado a objetivo Esparso
SKILL TEACHING Poucos eventos exdgenos Esparso

Tabela 6.1: Dominios de planejamento probabilistico IPPC-2011 e suas carateristicas principais.

6.2.3 Dominios de teste

A competicao IPPC-2011 definiu 8 dominios de planejamento. Cada um deles apresenta suas

N

proprias carateristicas relacionadas & concorréncia, eventos ex6genos, nivel de explosdo combi-
natoéria, etc. A Tabela 6.1 mostra um resumo das principais carateristicas desses dominios. A seguir,
detalhamos alguns dos dominios em que focamos nossos testes e analises empiricas.

e SYSADMIN: Neste dominio, existem n computadores (cy,...,c,) conectados de acordo com

alguma das seguintes topologias: anel unidirecional, anel bidirecional, anéis bidirecionais de
pares de computadores e estrela. Em cada estado, um computador pode estar funcionando
(ou néo) e em cada estagio, um computador pode ser reiniciado, fazendo com que ele esteja
funcionando no préximo estado. Um computador que nao foi reiniciado possui uma probabil-
idade de estar funcionando no préximo estagio condicionada a seu estado atual e ao nimero
de computadores atualmente funcionado. Uma politica 6tima tentard reiniciar o computador
que tem o maior impacto na recompensa descontada esperada num horizonte infinito, sendo
que a recompensa do estado é o ntimero de computadores que estdao funcionado.

e NAVIGATION: Numa grade, um robd deve atingir uma posicdo meta. Cada posicao tem

associada uma probabilidade de o robo desaparecer. Assim, ele precisa escolher um caminho
que o leve até a meta com a maior probabilidade possivel.

¢ RECON: Numa grade, encontra-se o acampamento base do agente, algumas posicoes perigosas

e objetos localizados em diferentes pontos. O agente possui trés ferramentas, uma para de-
tectar dgua, uma para detectar vida e uma outra para tirar fotos. Seus movimentos sao
deterministicos porém, a probabilidade de obter uma boa leitura dos sensores de dgua e vida
é estocdastica. Se o agente estiver numa posi¢do perigosa ou numa posi¢do adjacente de uma
perigosa, existe uma probabilidade de danificar as suas ferramentas. Isso pode provocar que
os objetos amostrados sejam contaminados, isto é, a ferramenta nao detecta a presenca de
agua ou vida no objeto. O agente pode retornar & base para consertar suas ferramentas. Tirar
fotos de objetos onde vida foi detectada produz uma recompensa positiva. Por outro lado,
uma recompensa negativa é dada quando vida nao for detectada.

e ELEVATORS: Certo numero de elevadores pode estar no térreo ou no ultimo andar de um pré-

dio. Os passageiros chegam nos andares baseados na distribuicdo de Bernoulli, com diferentes
probabilidades de chegada a cada andar. Os elevadores podem se mover dependendo de certas
condicoes. Se a porta estiver fechada, o elevador mantém sua direcdo atual. Por outro lado,
o elevador pode permanecer estacionario ou pode abrir sua porta e indicando a direcao que
tomard a seguir. O elevador somente pode mudar sua direcdo abrindo sua porta e indicando
a direcao oposta. Um plano 6timo tentard fornecer um elevador perto dos andares em que os
passageiros possivelmente chegardo e coordenar eficientemente varios elevadores para subir e
descer passageiros.
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e CROSSING TRAFFIC: Numa grade, um robd deve alcangar uma posicao objetivo e evitar os
obstaculos que chegam aleatoriamente e na diregao da esquerda. Quando um desses obstaculos
atingir o robd, ele desaparece e nao pode mover-se. O robo recebe -1 cada vez que nao alcanca
a meta. O estado meta é absorvente com recompensa 0.

e SKILL TEACHING: O agente estd tentando ensinar um conjunto de habilidades a estudantes
através de dicas e perguntas de miltipla escolha. O agente pode introduzir num novo tépico
dando ao estudante um teste de proficiéncia ou ajudando-o com o tépico anterior. A proba-
bilidade do estudante de obter bons resultados depende do seu nivel atual e da quantidade
de ajuda que recebeu do agente. O objetivo é planejar as licoes tal que o estudante aprenda
o melhor possivel e exista tempo para verificar seu conhecimento.

¢ GAME OF LIFE: Temos um autdomato celular numa grade. A recompensa é obtida gerando
padroes que mantem a maior quantidade de células vivas.

6.3 Sistemas de planejamento probabilistico usados na analise

Nesta secdo, descrevemos os algoritmos que foram usados nos testes experimentais do presente
trabalho. Mencionamos alguns dos detalhes de implementagao e carateristicas principais.

6.3.1 GLUTTON

O planejador GLUTTON, um dos ganhadores da IPPC-2011, realiza planejamento offline e é
implementado em C-++. O algoritmo principal usado pelo planejador chama-se LR?*TDP, apresen-
tado na (Secao 3.4). Além disso, o planejador GLUTTON introduz algumas otimizagoes:

e Sub-amostragem da funcdo de transicdo, isto é, realiza uma amostragem do conjunto de
estados sucessores para reduzir o custo computacional da atualizacao de Bellman.

e Usa politicas especificas para cada tipo de efeitos das acGes.

e Uso de politicas pre-determinadas, isto é, politicas escolhidas sob algum critério.

A implementacao do Glutton usada nos experimentos foi a mesma usada na competicao IPPC-11,
cujos resultados estdo disponiveis em http://users.cecs.anu.edu.au/~ssanner/IPPC-2011/. Neste
trabalho nao implementamos esse algoritmo, mas sim, usamos seus resultados para comparar com
os nossos. O GLUTTON nao utiliza a biblioteca de ADDs do RDDL.sim.

6.3.2 Fact-LRTDP

O algoritmo Fact-LRTDP (Segao 4.5.3) foi implementado na linguagem Java e utilizando o
ambiente (e a biblioteca de ADDs) do RDDL.sim. Recebe como entrada a representacao fatorada
de um MDP e 0 ADD que representa a funcao valor é inicializado com um valor heuristico admissivel.
Fact-LRTDP realiza os trails para atualizar o valor dos estados no tempo disponivel para devolver
uma acao ou até atingir um dado horizonte.

6.3.3 Enum-ILAO¥* e Fact-ILAO¥*

Dado que os algoritmos baseados no ILAO* computam uma politica de horizonte infinito e o
simulador RDDL.sim define um ambiente online de horizonte finito, adaptamos nossas implemen-
tacoes para operar nesse ambiente.

e ILAO* Enumerativo: Implementamos o algoritmo ILAO* representando explicitamente os
estados e chamamos essa versao de Enum-ILAO*. O algoritmo Enum-ILAO* foi implementado
em Java e usa o ambiente da competicdo. Para ser rodado no ambiente online, modificamos



6.4 RESULTADOS EXPERIMENTAIS 71

nossa implementagao permitindo ao algoritmo rodar no tempo disponivel para devolver uma
acao. Assim, o teste de convergéncia néo foi usado como critério de parada mas sim o tempo
disponivel. Dessa maneira, as trés fases do algoritmo sao repetidas até esse tempo acabar.
Usamos listas de valores booleanos para representar explicitamente os estados. A funcao valor
é representada usando uma tabela hash que mapeia estados em valores reais. A politica gulosa
é representada usando outra tabela hash que associa estados a nomes de a¢des. A computacao
de estados sucessores, dada uma acao e um estado, gera uma lista de estados. Os valores da
funcao valor inicial sdo inicializados com o valor zero, isto é, a funcdo heuristica zero que é
admissivel.

e ILAO* Fatorado: Implementamos a nossa versao fatorada do ILAO* usando a linguagem
Java e a biblioteca de ADDs do simulador. Como na versdo enumerativa, modificamos o
algoritmo offiine para rodar no entorno online. As mudangas sdo praticamente as mesmas
da versao online enumerativa. O algoritmo roda até o tempo disponivel acabar e devolve
uma acao. O teste de convergéncia também nao foi usado como critério de parada. Como foi
mencionado no Capitulo 5, fazemos uso de uma tabela hash para armazenar a politica gulosa
e assim representar o hipergrafo solucdo. A geracao de estados sucessores cria um novo BDD
que representa os estados sucessores. Para inicializar o ADD que representa a funcdo valor,
calculamos a diferenca entre a recompensa maxima e a recompensa minima fornecida por
cada acdo e selecionamos a maior destas diferencas. Dessa maneira, esse valor é usado como
valor heuristico dos estados no inicio da execucao.

6.4 Resultados Experimentais

Nesta se¢do, descreveremos os resultados das implementagoes dos algoritmos Enum-ILAO* e
Fact-ILAO* e que foram testados usando os problemas da competicao apresentados na Secao 6.2.3.
Os parametros seguidos nos experimentos foram os mesmos definidos na competicao. Com relacio
ao tempo disponivel, distribuimos o tempo de uma simulacao nos 40 passos do horizonte e quando
o tempo de cada passo acabar, determinamos a melhor acdo a executar para o estado inicial. Defin-
imos uma distribuicao exponencial do tempo, tal que nos primeiros passos o tempo fosse maior e
nos tltimos menor. A distribuicio do tempo é definida como, tempo = baselorizontelestante /3 oy
que base = 1.04648.

Usamos uma instancia do Amazon Elastic Compute Cloud (Amazon EC2) com 4 nucleos virtuais
sobre dois niicleos fisicos e 7.5 GB de RAM para rodar os algoritmos e obter resultados comparéveis
com os algoritmos dos competidores da IPPC-2011, isto é, os competidores também rodaram seus
algoritmos usando essa mesma plataforma e configuragao. Dada a complexidade das transicoes entre
estados, definimos dois grupos de dominios: os dominios densos (SYSADMIN, TRAFFIC, ELEVATORS
e GAME OF LIFE) e os dominios esparsos (NAVIGATION, RECON, CROSSING TRAFFIC e SKILL
TEACHING).

6.4.1 Comparacgao entre Fact-ILAO* e Enum-ILAO*

Dominios densos. Para dominios com matrizes de transicao muito densas Fact-ILAO* obteve
um bom desempenho. No SYSADMIN (Figura 6.2), os resultados mostram que nossa versao fatorada
consegue resolver instancias que a versdo enumerativa nao consegue. A saber, o Enum-ILAO* so-
mente resolveu as primeiras duas instancias sendo incapaz de resolver as maiores, enquanto que
Fact-ILAO* obteve bons resultados para todas as instAncias maiores. No dominio do TRAFFIC
(Figura 6.3), observamos que na maioria das instancias (1,2,4,9,10) Fact-ILAO* supera Enum-
ILAO¥*. Nas instancias 5, 6 e 7, os resultados sdo quase 0s mesmos.

No dominio ELEVATORS (Figura 6.4), observamos que Enum-ILAO* supera o Fact-ILAO* em
algumas insténcias, por exemplo, 2, 5 e 6. Nos outros casos, os resultados sao muito similares entre
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si. Finalmente, no dominio GAME OF LIFE (Figura 6.5) os resultados sdo muito préximos entre
os dois algoritmos. Nao podemos determinar uma clara superioridade de um sobre o outro. Nas
instancias 5 e 6 0 Enum-ILAO* supera o Fact-ILAO* e nas instancias 7 e 9, o Fact-ILAO* supera
o Enum-ILAO*.
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Dominios esparsos. Nos dominios esparsos da competigao, observamos que o Fact-ILAO* pode
ser similar ou um pouco pior que Enum-ILAO*. No NAVIGATION (Figura 6.6) os resultados sao
muito proximos entre si. Somente na instancia 4 o Fact-ILAO* supera significativamente o Enum-
ILAO*. No dominio RECON (Figura 6.7) observamos que Enum-ILAO* supera o Fact-ILAO* na
maioria dos casos. Na instancia 8, o Fact-ILAO* teve muito melhor resultados que Enum-ILAO*,
mas em geral Enum-ILAO* foi superior. Para o dominio do CROSSING TRAFFIC (Figura 6.8), resul-
tados foram muito similares. Ambos os algoritmos obtevem melhores resultados nas instancias 1 e
2 e depois nao conseguiram obter uma boa recompensa nas instancias maiores. A Figura 6.9 ilustra
os resultados do dominio SKILL TEACHING. Observamos que o algoritmo Enum-ILAO* obteve mel-
hores resultados em quase todas as instancias. E importante notar que nossa versao enumerativa
Enum-ILAO* supera tanto o Fact-ILAO* quanto Fact-LRTDP nas tltimas instancias.

Podemos concluir que o algoritmo Fact-ILAO* com sua representacdo fatorada pode obter
solucoes escalaveis. O fato de conseguir resolver instancias do SYSADMIN que a versao enumerativa
nao consegue mostra que a representacao fatorada é util nesse tipo de problemas (com matrizes de
transicdo densas e muita independéncia entre as variaveis de estado, tanto na funcao de transicao de
estados como na func¢ao de custo). Por outro lado, quando o dominio nao exige uma representagao
compacta (dominios esparsos), a versao enumerativa é suficiente e, em alguns casos, superior que a
versao fatorada.
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6.4.2 Comparacao entre Fact-ILAO* e Fact-LRTDP

Dominios densos. A Figura 6.10 mostra os resultados para o dominio do SYSADMIN. Notamos
que os resultados sdo quase os mesmos, somente nas primeiras instancias (1,2,3) Fact-LRTDP
supera a recompensa obtida pelo Fact-ILAO* mas, em geral, ambos sdo competitivos nas instancias
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superiores. No dominio do TRAFFIC (Figura 6.11), vemos que o Fact-ILAO* supera o Fact-LRTDP
em quase todas as instdncias. A maior diferenca encontra-se na instancia 7. Assim, nesse dominio
afirmamos que o Fact-ILAO* possui um melhor desempenho. Para o dominio ELEVATORS, mostrado
na Figura 6.12, vemos que em alguns casos Fact-ILAO* supera o Fact-LRTDP (instancias 2,3,7,8 e
10) e em outros, o Fact-LRTDP obteve melhores resultados (instancias 2,3,7,8 e 10). No entanto, ndo
podemos afirmar uma superioridade absoluta de um algoritmo sobre outro. Finalmente, no GAME
OF LirE (Figura 6.13), vemos que Fact-LRTDP tem melhores resultados para as instancias menores
(1,2,3), sendo que para as outras instancias os resultados sdo muito similares. O Fact-ILAO* supera
Fact-LRTDP somente nas instancias 4 e 7.
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Dominios esparsos. A Figura 6.14 apresenta os resultados do dominio NAVIGATION. Nesse caso,
os resultados sdo praticamente os mesmos, ndo encontramos uma ampla diferenca entre os dois al-
goritmos, exceto na instancia 4, em que Fact-ILAO* supera o Fact-LRTDP. Nas outras instancias,
as diferencas nao sdo significativas. No dominio RECON (Figura 6.15), o Fact-LRTDP supera o
Fact-ILAO* em quase todas as instancias. Somente na segunda instancia Fact-ILAO* alcangou um
melhor resultado. No entanto, os resultados obtidos pelo Fact-LRTDP nao excedem muito os resul-
tados do Fact-ILAO*. Na Figura 6.16, mostramos os resultados para o dominio CROSSING TRAFFIC.
Observamos que os resultados sdo muito similares, exceto nas instancias 3 e 4, em que Fact-LRTDP
obteve melhores resultados do que Fact-ILAO* (nas instancias de 5 a 10, os dois planejadores nao
encontram solugao). Para concluir, no dominio SKILL TEACHING (Figura 6.17), observamos que nao
existe uma clara superioridade de um algoritmo sobre o outro. Os resultados coincidem na maioria
das instancias, sendo que Fact-LRTDP supera o Fact-ILAO* somente em duas instancias, a saber,
6e9.

Em resumo, consideramos que ambas versdes fatoradas possuem desempenhos similares, porém
Fact-ILAO* se mostrou um pouco superior para os dominios densos. Sendo que ambos usam ADDs
e BDDs e fazem a atualizacao da funcao valor para estados individuais, a Gnica diferenca impor-
tante entre eles é a maneira como sao feitas as atualizagoes: Fact-ILAO* atualiza todos os estados
sucessores da acao gulosa em cada iteracao, no entanto o Fact-LRTDP sorteia apenas um estado
sucessor para ser atualizado em cada trial. Sendo os dominios densos mais complexos e portanto é
crucial fazer a atualizacao de estados relevantes, Fact-ILAO* mostrou vantagem sobre Fact-LRTDP
para esses dominios.
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6.4.3 Comparacao entre Fact-ILAO*, Fact-LRTDP e o GLUTTON

Nessa se¢ao, discutiremos os resultados obtidos pelo Fact-ILAO* quando comparado com os
resultados do Fact-LRTDP e do GLUTTON. A Figura 6.18 apresenta os resultados do dominio
SYSADMIN, observamos que Fact-ILAO* somente é competitivo com o algoritmo GLUTTON (se-
gundo lugar na IPPC-2011) nas instancias maiores (6,7,8,9,10). Nas figuras 6.19, 6.20 e 6.21
mostramos os resultados do dominio TRAFFIC, ELEVATORS e GAME OF LIFE, respectivamente.
Nesses trés casos, o GLUTTON supera claramente os resultados Fact-ILAO* e do Fact-LRTDP.
Em alguns casos isolados Fact-ILAO* obteve um desempenho aceitavel, por exemplo, na instancia
9 do TRAFFIC, na instancia 1 do ELEVATORS e na instancia 9 do GAME OF LIFE.
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Para os dominios esparsos, temos que o Fact-ILAO* apresenta um melhor desempenho no
dominio NAVIGATION (Figura 6.22) tendo os mesmos resultados que o GLUTTON nas primeiras
7 instancias. No caso da instancia 4, a vantagem para Fact-ILAO* é maior. No entanto, o GLUT-
TON supera nosso algoritmo nas instancias 8, 9 e 10. O Fact-LRTDP segue o comportamento de
Fact-ILAO* sendo melhor que GLUTTON nesse dominio. A Figura 6.23 ilustra os resultados para
o dominio RECON. Vemos que o Fact-ILAO* supera o GLUTTON na maioria de instancias. No
entanto, nas instancias 7 e 8, ambos os algoritmos tem os mesmos resultados e somente na instancia
10 o GLUTTON supera o Fact-ILAO*. No caso do dominio CROSSING TRAFFIC (Figura 6.24), o
Fact-ILAO* obteve melhores resultados somente nas primeiras duas instancias. Nas outras, GLUT-
TON supera claramente os outros dois algoritmos. No caso do SKILL TEACHING (Figura 6.25), o
Fact-ILAO* e Fact-LRTDP foram competitivos somente nas primeiras instancias (1 e 2), nas instan-
cias maiores 0 GLUTTON teve melhores resultados. Por serem dominios esparsos, o GLUTTON
o0s resolve completamente ou explora seus espagos de estados mais intensamente.
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E importante observar que, Fact-ILAO* e Fact-LRTDP ndo usam modificacdes ou otimizacdes
que dependam do dominio para obter um melhor desempenho. Os resultados dessa se¢do mostram
que a representacao fatorada e operagoes sobre ADDs e BDDs podem obter um bom desempenho
sem depender de outras melhorias ou truques usadas pelo sistema GLUTTON (Secao 6.3.1).
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Capitulo 7

Conclusoes

7.1 Consideracoes Finais

Resolver um problema de planejamento probabilistico modelado como um MDP, em que o es-
paco de estados cresce exponencialmente com o nimero de varidveis de estado, é uma tarefa dificil.
Neste trabalho, propomos um novo algoritmo eficiente de planejamento probabilistico: uma ver-
sao fatorada do algoritmo de busca heuristica ILAO*, chamada de Fact-ILAO*. Mostramos que
Fact-ILAO* pode apresentar desempenho competitivo quando comparado com outras abordagens,
particularmente os algoritmos baseados no RTDP. Os resultados empiricos mostram que o algo-
ritmo Fact-ILAO* tem melhor desempenho em algumas instancias dos dominios da competicao
IPPC-2011, sobretudo nas instancias maiores de dominios densos, que possuem uma estrutura fa-
torada com independéncias entre as variaveis de estado.

Nossos resultados empiricos também mostraram que os algoritmos Fact-ILAO* e Fact-LRTDP,
nao apresentam uma superioridade absoluta entre si. Porém, Fact-ILAO* se mostra um pouco
superior nos dominios densos. Ambos usam estimativas heuristicas admissiveis, o conhecimento do
estado inicial e fazem atualizacoes individuais de estados. Fsses algoritmos diferem basicamente, na
ordem de exploracao do espaco de estados e a ordem de atualizacdo de estados, sendo essa a dnica
explicacao para o melhor desempenho em dominios densos.

7.2 Sugestoes para Trabalhos Futuros
A seguir, mencionamos alguns topicos que podem ser explorados como trabalhos futuros:

e Desenvolvimento de heuristicas: pesquisar novas heuristicas para definir a fun¢ao valor inicial
VO(s).

e Horizonte finito: modificar o Fact-ILAO* para trabalhar com horizonte finito. Para isso, uma
solucdo similar ao LR?*TDP usada pelo algoritmo GLUTTON pode ser implementada.

e Testar outros dominios: analizar o desempenho dos algoritmos com outros dominios, pode
fornecer novos resultados e novas perspectivas para o aprimoramento ou extensdo do algoritmo
proposto.

e Usar técnicas de otimizacoes usadas pelos planejadores da competicao IPPC-2011, GLUTTON
e PROST, em nossa versao fatorada do ILAO* para alcangar melhores resultados.
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