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Resumo - Estimacao de Distribuicoes

Discretas via Copulas de Bernstein

As relacoes de dependéncia entre variaveis aleatorias ¢ um dos assuntos mais discutidos
em probabilidade e estatistica e a forma mais abrangente de estudar essas relacoes é por
meio da distribuicao conjunta. Nos tultimos anos vem crescendo a utilizacao de copulas para
representar a estrutura de dependéncia entre varidveis aleatorias em uma distribuicao multi-
variada. Contudo, ainda existe pouca literatura sobre copulas quando as distribuicoes mar-
ginais sao discretas. No presente trabalho serd apresentada uma proposta nao-paramétrica
de estimagao da distribuicao conjunta bivariada de variaveis aleatorias discretas utilizando

copulas e polinomios de Bernstein.

Palavras-chave: Distribuicoes Discretas, Copulas, Polindbmios de Bernstein, Distancia de

Aitchison, Inferéncia Nao Paramétrica.
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Abstract - Discrete Distributions

Estimation via Bernstein Copulas

The relations of dependence between random variables is one of the most discussed topics
in probability and statistics and the best way to study these relationships is through the joint
distribution. In the last years has increased the use of copulas to represent the dependence
structure among random variables in a multivariate distribution. However, there is still little
literature on copulas when the marginal distributions are discrete. In this work we present
a non-parametric approach for the estimation of the bivariate joint distribution of discrete

random variables using copulas and Bernstein polynomials.

Keywords: Discrete Distributions, Copulas, Bernstein Polynomials, Aitchison Distance,

Non Parametric Inference.
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Capitulo 1

Introducao

“The Statistician is the Wizard who makes ‘scientific’ statements about invisible
states and quantities. However, contrary to the real wishes (or witches), he atta-

ches uncertainties to his statements.” (Carlos A. de B. Pereira)

Relagoes de dependéncia entre variadveis aleatorias sao dos temas mais discutidos na
literatura estatistica e probabilistica. Grande parte dos trabalhos de um estatistico envolve
casos onde mais de uma variavel aleatoria é observada em cada uma das unidades amostrais.
A relacao e o nivel de dependéncia entre essas variaveis sao, na maioria das vezes, tema de
interesse. No dia a dia do trabalho estatistico sao raras as vezes onde nao se questiona a falta
ou presenca de associacao, forte ou fraca, entre variaveis. Por exemplo, hoje em dia é natural
a pergunta se a obesidade influi na qualidade de vida de um sujeito: se X ¢é o valor do indice
de massa corpérea e Y é um escore obtido por um instrumento de avaliacao de qualidade de
vida, é natural a pergunta “Qual o nivel de associacao entre X e Y ?7”. Muitas sao as formas
de se medir associacao entre variaveis e as mais comuns sao o coeficiente de correlacao entre
X e Y, no caso continuo, e a estatistica y-quadrado para o caso categorico. O coeficiente de
correlagao mede a relagao linear existente entre variaveis continuas, enquanto a estatistica
x-quadrado mede a associacao entre as duas variaveis categoricas. Em qualquer uma das
abordagens, o interesse é avaliar propriedades da distribuicao conjunta do vetor aleatério
X = (X,Y) (ou da distribuigao condicional de Y dado X = z, para cada valor de x).

A estrutura de dependéncia entre varidveis aleatorias fica definida no momento em que
se estabelece o modelo estatistico que serd usado. Por modelo estatistico entende-se um
conjunto de familias de distribuicoes de probabilidade indexadas pelo valor de um parame-
tro (desconhecido) de interesse: cada valor do parametro define um modelo probabilistico.
Quando as variaveis envolvidas sao absolutamente continuas, o modelo fica unicamente de-
terminado por uma funcao de densidade de probabilidade; no caso em que as variaveis sao
discretas (isto é, assumem valores em um conjunto enumeréavel), esse modelo é caracterizado
por uma funcao de probabilidade. Equivalentemente, o modelo pode ser determinado pela

especificacao de uma funcao de distribuicao.
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Ha diversos trabalhos dedicados a estimacao de distribuicoes, em especial no caso univa-
riado e com a varidvel aleatoria sendo absolutamente continua. A abordagem adotada pela
maioria dos livros cléssicos de estatistica se restringe ao caso em que o vetor aleatéorio X
possui distribuigdo pertencente a uma familia de distribuigoes P = {P : 8 € ©}; o con-
junto de distribuicoes Py indexadas pelo parametro 0 pertencente ao espaco paramétrico ©.
Assim, a estimacao da funcdo de distribuicao restringe-se a estimacao do parametro desco-
nhecido 6. A familia mais utilizada nesse tipo de abordagem é a das distribuicdes normais
multivariadas, que tem como parametros o vetor de médias g e matriz de covariancia 3.
Recentemente, a adequabilidade da distribuicao normal tem sido bastante questionada nos
casos em que as caudas da distribuicao sao pesadas ou existe algum tipo de assimetria.
Diversas alternativas tem sido apresentadas como, por exemplo, as distribuicoes elipticas
assimétricas (veja, por exemplo, Branco e Dey (2001); Genton e Loperfido (2005)). Sob essa
abordagem, a estrutura de dependéncia entre as variaveis restringe-se aquela suportada pela
familia P. Essa suposicao pode nao ser razoavel e outras alternativas tém sido apresentadas,
como a utilizacao da metodologia conhecida como teoria de copulas.

O uso de copulas para estudar a estrutura de dependéncia entre variaveis aleatorias
vem crescendo consideravelmente nos tltimos anos. Esse objeto matematico foi apresentado
inicialmente por Sklar (1959) que enunciou um teorema que prova a existéncia de uma
funcao de distribuicao C', com marginais uniformes, que relaciona a distribui¢ao conjunta de

varidveis aleatorias com suas distribuicoes marginais, permitindo escrever qualquer funcao de

distribui¢ao multivariada como fun¢ao das distribui¢oes marginais, a saber, F'(X,..., X}) =
C(Fi(X1),...,Fr(Xk)), onde F é a fungao de distribuicdo conjunta de (X3, Xo,..., Xj) e
F; é a funcao de distribuicao marginal de X;, « = 1,... k. Uma das vantagens de utilizar

copulas é a possibilidade de modelar separadamente as distribuigoes marginais das variaveis
X1, Xg,..., X, e a estrutura de dependéncia da distribuicao conjunta. As copulas podem
ser vistas também como distribuicoes multivariadas com marginais uniformes no intervalo
[0, 1] e, assim, possibilitam o estudo da dependéncia entre variaveis aleatorias livre de escala
(Fisher, 1997; Joe, 1997; Nelsen, 2006).

Uma das dificuldades encontradas na utilizagao de copulas é que o teorema de Sklar ga-
rante a existéncia da funcao C' mas nao nos diz como encontra-la. Esse problema é bastante
encontrado na literatura e existem diversas propostas de solugoes. A alternativa mais uti-
lizada ¢é ajustar diversas familias de copulas e escolher uma delas usando algum critério de
selecao de modelos ou algum teste de qualidade de ajuste. Outra solucao é aproximar a co-
pula utilizando, por exemplo, a copula empirica ou a copula de Bernstein (Durrleman et al.,
2000b). A copula de Bernstein é obtida usando o polinomio de Bernstein para alisar a copula
empirica.

Outra dificuldade muito citada na literatura de coépulas aparece quando alguma das
variaveis é discreta. O Teorema de Sklar nao garante a unicidade da copula C nesse caso e,
por essa razao, a estimacao da copula na presenca de variaveis discretas, apesar de necessaria

em diversas aplicacoes, é um problema pouco estudado.
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Neste trabalho, o problema de estimacao da funcao de probabilidade de variaveis dis-
cretas é motivado por uma pesquisa clinica realizada no Projeto Transtornos do Espectro
Obsessivo-Compulsivo (PROTOC) do Instituto de Psiquiatria do Hospital das Clinicas da
Universidade de Sao Paulo (IPq-HCUSP), envolvendo pacientes com transtorno obsessivo-
compulsivo (TOC). Nesse estudo, obteve-se dados de um instrumento de avaliagao da gra-
vidade em que o paciente com TOC se encontra, conhecido como YBOCS (Goodman et al.,
1989a,b). Essa escala é composta de duas sub-escalas, uma para avaliar a gravidade das ob-
sessOes e outra para a gravidade das compulsoes e cada uma varia no conjunto {0, 1,...,20}.
As medidas sao obtidas em um instante inicial para 1001 pacientes e ap6s um tratamento
de trés meses para apenas 213 desses pacientes. A Figura 1.1 representa graficamente as
medidas de obsessao e compulsao dos pacientes no instante inicial do estudo. Como essas
sub-escalas sao altamente correlacionadas, o maximo das duas sub-escalas (M-YBOCS) sera
utilizado como indice de gravidade (Pereira et al., 2011). A Figura 1.2 apresenta as frequén-
cias observadas nos instantes inicial e final para os 213 pacientes. Uma pergunta que poderia
ser feita nesse caso é como estimar a distribuicao conjunta do M-YBOCS nos instantes inicial

e final utilizando toda a informagao disponivel.

20
|

[

15

10

NN T I X NI

YBOCS Compulsdo

T T T T T
0 5 10 15 20

YBOCS Obsesséo
Figura 1.1: YBOCS obsessdo e compulsdo

A estimativa usando a frequéncia relativa é a primeira possivel resposta. Essa estima-
tiva, conhecida como distribuicao empirica, pode ser vista como uma abordagem nao pa-
ramétrica para estimar a fungao de distribuicao. Contudo, a presenca de zeros devido ao
pequeno tamanho da amostra (213) comparativamente ao nimero de pontos a serem esti-
mados (21 x 21 = 441) torna essa estimativa pobre. Outra possibilidade seria a aproximagao

por uma distribuicao paramétrica continua, seguida de uma discretizagao nos valores que a
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20

15

|
[ I )
»

M-Y BOCS final
10
[N X X
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[ ]
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0 5 10 15 20

M-YBOCS inicial

Figura 1.2: M-YBOCS pré e pds tratamento

variavel, de fato, assume. Esse tipo de procedimento fica restrito a estrutura de dependéncia
suportada por essa familia de distribui¢coes. Uma alternativa nao paramétrica que permite
uma estrutura de dependéncia mais flexivel e evita o problema dos zeros é o alisamento da
distribuicao empirica. Essa abordagem fornece uma estimativa continua para a funcao de
distribuicao e também torna necessaria uma discretizacao. Contudo, essas trés abordagens

s6 permitem utilizar os 213 pares de observacoes.

O objetivo deste trabalho é desenvolver uma metodologia para estimar a distribuicao
conjunta de variaveis aleatorias discretas utilizando inclusive os dados que fornecem infor-
macao parcial, ou seja, os dados que foram observados apenas para algumas das variaveis
envolvidas. O procedimento sugerido seréd realizado em duas etapas: a primeira consiste na
estimagao das distribuicoes marginais e, em seguida, a estimagao da cépula. Essa estimagao
serd realizada por um procedimento nao paramétrico com base na funcao de distribuicao
empirica seguida de um alisamento utilizando os polinémios de Bernstein. A distribuicao
conjunta serd entao obtida utilizando a cépula para juntar as distribuigoes marginais. Esse
procedimento sera comparado com algumas outras sugestoes, utilizando uma medida de dis-

tancia apropriada.

As principais contribuicoes deste trabalho sao

e introduzir a adocao dos polinomios de Bernstein para a estimacao de distribuicoes

discretas multivariadas;



1.0 3

e apresentar uma metodologia para a estimacao de distribuicoes multivariadas discretas

na presenca de zeros e de dados faltantes utilizando copulas de Bernstein;

e utilizar uma medida de distancia adequada para comparar as estimativas da funcao
de probabilidade.

Ne sequéncia, o Capitulo 2 apresenta os conceitos bésicos necessérios para o desenvolvi-
mento da tese. No Capitulo 3, quatro possiveis solucoes para a estimacao de distribuicoes
discretas sao propostas, além de uma medida de distancia adequada para a comparacao das
estimativas obtidas. No Capitulo 4, esses métodos sao aplicados a trés conjuntos de dados,
sendo que os dois primeiros foram obtidos por simulacao e o tltimo ¢ o conjunto de dados
que motivou esse trabalho, descrito anteriormente. Finalmente, no Capitulo 5, discutimos al-
gumas conclusoes desta tese e analisamos algumas das vantagens e desvantagens do método
proposto.

As rotinas computacionais utilizadas neste trabalho estao disponiveis no Apéndice A.
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Capitulo 2
Conceitos

“We do not see things as they are, we see them as we are.”
(Nin, 1961, p. 124)

2.1 Notacao e Conceitos Basicos

O conjunto  de todos os possiveis resultados de um experimento é chamado espaco
amostral. Um evento A é qualquer colecao de possiveis resultados de um experimento, ou
seja, um subconjunto de © (A C Q). A cole¢ao de eventos a qual sera atribuida probabilidade,
denotada por A, serd uma o-algebra de subconjuntos de 2. A medida o-aditiva P* : A —
[0, 1], tal que P*(2) = 1, é chamada medida de probabilidade. Desse modo, se A é um evento
de A, P*(A) é dito a probabilidade de A e sera interpretado como uma medida de incerteza
sobre a ocorréncia do evento A. Dessa forma, a probabilidade atribuida a um evento pode
variar de individuo para individuo; depende do conhecimento que cada um tem sobre aquele
evento. A interpretacdo subjetivista de probabilidades ganhou forca apos os trabalhos de
Bruno De Finetti (De Finetti, 1972, 1974) e é adotada pela escola bayesiana de inferéncia
estatistica.

Um vetor aleatério é um caracteristico numérico dos resultados experimentais, isto é,
uma funcdo mensuravel, X : Q — R*, k € IN, que associa um vetor de nimeros reais a cada
possivel resultado de um experimento. O conjunto X = {X(w) : w € Q} é chamado espaco
amostral gerado pelo vetor aleatorio X e a o-algebra usualmente adotada nesse caso ¢ a dos
borelianos de R*, denotada por Fj. Assim, a medida de probabilidade para X, P, associa a
cada B € Fy, P(X € B) = P*({w € Q| X (w) € B}). Ao trabalhar com vetores aleatorios, é
suficiente definir o espago de probabilidade (R¥, F, P).

Um vetor aleatério X = (Xi,...,Xx) é unicamente determinado pela sua funcao de
distribuicao (f.d.) F(-), definida para cada * € R* como F(x) = F(zy,...2;) = P(X; <
xy,..., X, < x). Analogamente, se X é um vetor aleatorio discreto, isto é, assume valores

em um conjunto enumeravel, ele é unicamente determinado pela sua funcao de probabilidade
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(f.p.) p(+), definida por p(x) = P(X; = x1,..., X} = x}), para cada x € X. No caso em que
X & um vetor aleatorio absolutamente continuo, ele é unicamente determinado (exceto por

: : < : _ 9F(=)
um conjunto de medida nula) por sua funcao de densidade (f.d.p.) f(:), com f(x) = 5=,
x € R

Para qualquer fungao mensuravel g : R¥ — RP, g(X) é também um vetor aleatério. O

valor esperado do vetor aleatorio g(X) é E[g(X)] = [ g(x)dF(z). Em particular, o vetor
de médias do vetor aleatorio X é p = (u1,..., ), onde u; = E[X;],i=1,... k. A matriz

de covaridncia de X é dada por

01 012 ... O1k
2
012 09 .. O9k
E=E(X-p)(X—-pw]=| 7
o1k 02k ... 0k2

onde 0,2 = Var(X;) é a variancia de X; e 0;; = Cov(X;, X;) é a covariancia entre X; e Xj.

A covariancia mede a forca da associacao linear entre duas varidveis aleatorias. Se X e
Y sdo independentes entdo Cov(X,Y) = 0 (a reciproca ndo é verdadeira em geral). Grandes
(pequenos) valores da covariancia indicam que ha uma forte associagao linear positiva (ne-
gativa) entre as variaveis. Contudo, como —oo < Cov(X,Y') < oo é dificil avaliar quando o

valor da covariancia é grande (pequeno).

Definicao 2.1.1 A matriz de correlacao do vetor aleatorio X € dada por

I p2 o0 pue
piz 1 ... pa
pP= . . . )
Pk Pk --o- 1
onde p;; = cor(X;, X;) = \/Vi:zj)((i()v)ii)(xj) € a correlagcio entre X; e X;.

A correlagao p entre duas variaveis X e Y também mede a for¢ca da associacao linear.
Porém, diferentemente da covariancia, a correlacao ¢ um nimero pertencente ao intervalo
[—1,1] e |p| = 1 indica associagao linear perfeita, isto é, que Y = aX + b com probabilidade
1, para a,b € R, a # 0.

Apesar de seu uso indiscriminado, o coeficiente de correlagao nao captura todas as formas
de dependéncia entre variaveis aleatérias, restringindo-se a relacao linear. Outras medidas
de associacao frequentemente usadas na literatura, como o 7 de Kendall ou o p de Spearman
(Nelsen, 2006), também apresentam limitacoes. A forma mais abrangente de entender a as-
sociacao entre variaveis aleatérias é estudar sua funcao de probabilidade ou de densidade
conjunta. Entretanto, diferencas de escala nas variaveis também podem dificultar o entendi-
mento da estrutura de dependéncia. Na préxima secao, uma abordagem alternativa - o uso

de copulas - é apresentada para o estudo da dependéncia entre variaveis aleatorias.
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2.2 Copulas e Polinémios de Bernstein

O termo copula deriva do verbo latino copulare que pode ser traduzido como “juntar”.

De forma bem geral, uma copula pode ser definida da seguinte maneira:

Definigao 2.2.1 Sejam [ = [0,1] e I* =[0,1] x [0,1] x ... x [0,1] = [0, 1]*. Uma k-copula,
k € N, (ou simplesmente copula) é uma funcdo de distribuicao C : I* — I de um vetor
aleatorio U = (U, Us, ..., Uy), onde U; ~ Uniformel0,1], i =1,... k.

Esse objeto matematico foi apresentado inicialmente por Sklar (1959) que enunciou um
teorema provando a existéncia de uma funcao C' que relaciona a distribuicdao conjunta de

varidveis aleatorias com suas distribui¢oes marginais (Teorema 2.2.2).

Teorema 2.2.2 (Teorema de Sklar) Seja F : R¥ — [0,1] uma funcao de distribui¢ao

conjunta com marginais Fy, Fy, ..., F,. Entao existe uma k-copula C tal que, para todo
z € RF = RF U {~00, 00},

F(Il,l’g, e ,Ik) = C(Fl(l’l), FQ(ZL'Q), ey Fk(xk)) (21)

Se F\, Fy, ..., F}, sao absolutamente continuas, C' € unica; caso contrdrio, C' é unicamente
determinada em Im(Fy) X Im(Fy) x ... x Im(F}y). Reciprocamente, se C é uma k-cdpula
e F1,Fy, ..., Fy sao funcgoes de distribuicdo, entao F definida pela expressio (2.1) é uma

funcao de distribuicao com marginais Fy, Fy, ..., F}.

As copulas permitem modelar separadamente as distribuicoes marginais e a estrutura
de dependéncia entre variaveis aleatorias. Por esse motivo, o interesse pela utilizacao de
copulas vem crescendo consideravelmente nos tltimos anos. Além disso, também podem
ser vistas como distribuicoes multivariadas com marginais uniformes definidas no intervalo
[0, 1] e, assim, possibilitam o estudo da dependéncia entre variaveis aleatorias livre de escala
(Fisher, 1997; Joe, 1997; Nelsen, 2006).

Alguns exemplos de copulas serao apresentados a seguir. Como o foco deste trabalho sao
distribuicoes bivariadas, serao exibidos exemplos de copulas bidimensionais mas que podem

ser estendidos para o caso k-dimensional (Nelsen, 2006).

Exemplo 2.2.3 Sejam X e Y variaveis aleatorias continuas com distribuicao conjunta H

e marginais F e G, respectivamente. Entdo, a funcao C : I? — I dada por
Clu,v) = H (F ' (u),G"(v))

é uma copula. Esse modo de definir C' constitui um método para construir cépulas baseado

em funcgoes de distribuicao conjuntas.
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Exemplo 2.2.4 (Cépula produto) Sejam X e Y varidveis aleatorias continuas. X e Y
sao independentes se, e somente se, a copula correspondente a distribuicao conjunta F' é

C(u,v) = I(u,v) = uv. Nesse caso, Il é chamada copula produto.

Exemplo 2.2.5 (Limites de Fréchet-Hoeffding) Seja C' uma copula. Entao, para todo
(u,v) € I?, maz(u+v—1,0) < C(u,v) < min(u,v). As fungdes W (u,v) = maz(u+v—1,0)

e M(u,v) = min(u,v) também sdo copulas.

Exemplo 2.2.6 (Cépulas Archimedianas) Seja ¢ : I — [0, co] uma fun¢ao continua, convexa
e estritamente decrescente tal que (1) = 0. Considere também a pseudo-inversa de ¢,
1[0, 00] — I, dada por ¢7U(t) = p~1(t) 1{0 <t < ¢(0)}. Entdo, a fungio C : I? — [
dada por

C(u,v) = ¢ (p(u) + ¢(v))

é chamada copula archimediana e a fungao ¢ é chamada funcao geradora da copula C.

Na prética, as copulas archimedianas sao muito utilizadas para modelar diferentes estru-

turas de dependéncia. Outros exemplos de copulas podem ser encontrados em Nelsen (2006).

Uma das dificuldades da utilizacao de copulas ocorre no caso em que alguma das varia-
veis envolvidas é discreta. Se X é uma variavel aleatoria absolutamente continua com funcgao
de distribuicao F, a varidvel aleatéria F(X) tem distribuicdo uniforme no intervalo [0, 1].
A seguir, segue uma demonstracao bastante elegante desse fato apresentada pelo prof. Dr.
Debrabata Basu, em correspondéncia destinada ao prof. Dr. Carlos Alberto de Braganca
Pereira, com o titulo “A Good Proof is a Master Key”.

“In a hotel there are many rooms each with its individual key. FEach key is made so
crooked that it can open only one door lock. Only the hotel manager has the master key
that is simple enough to turn inside all the locks. A good proof is such a master key. It
is simple and straightforward and can unlock many a mathematical problem. Here is an
example.

Let X be a real random variable with c.d.f. F. When and how does it follow that F'(X) ~
U (the uniform distribution over the unit interval)? It is my experience that, when this simple
question is posed before a class of advanced graduate students, I get a surprising variety of

crooked solutions. The master key to this problem is

(A) Whatever the c.d.f. F, the two events (i) X < z and (ii) F(X) < F(x) are identical

for any fixed x.

Since F' is monotone non-decreasing, (i) implies (ii) logically. In order to understand the

reverse implication, consider the set I, = {t : F(t) = F(x)}. Since F' is non-decreasing, 1,
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has to be an interval containing x. [If F' is strictly increasing at x, then I, is the single-point
set {x} and in this case clearly (ii) implies (i).] Since F' is everywhere right-continuous, the
interval I, is always closed at its left end. The right end-point b, belongs to I, if and only if
F' is continuous at b,. If b, € 1, then (ii) logically implies the event X < b, and this in turn
implies the event X < x since the interval (z,b,| has F-measure zero. On the other hand, if
b, ¢ 1, then we reach the same conclusion after replacing X < b, by X < b, and (x,b,| by
(x,b,) in the above argument. Thus (A) is always true. It imediately follows that

(B) P[F(X) < F(z)] = F(x) for all x.

If F is continuous, then F(z) takes all values in the interval (0,1) and so F(X) ~ U.

I have found many students struggling hard through text-book proofs of Kolmogorov’s
famous result that with n i.i.d. random variables X1, X,, ..., X,, with common continuous
c.d.f. F', the quantity

D = sup |Fy(z) — F(x)]

(where F,,(x) is the empirical c.d.f.) is distribution-free. A quick turn of the master key (A)
easily unlocks the problem. Writing 1(F) for the indicator ofthe event E, we can rewrite D

as
1

CSTH(R(X) < F(a) - F2)

where y € (0,1) and Y1,Y5,...,Y, are i.i.d. U.

Making a right-left inversion of (B) we have

(C) IfT is a real random variable with G(t) = P(T >t), then P[G(T) < G(t)] = G(t) for
all t.

For a crooked version of the above simple master key refer to theorem (9.1) on pag 224
of Kempthorne e Folks (1971) - the authors call this the fundamental theorem of test of
significance. The context is as follows. Let Hy be a simples null-hypothesis to be tested and
let T'=T(X) be the test criterion - the larger the observed value of T  the more significant
is the test. For an observed value t of T let us call G(t) = P(T > t|Hy) the attained level
of significance. R. A. Fisher noted that if we consistently follow (in repeated trials) the rule
‘reject the null hypothesis if the attained level of significance is < «y’, then the probability of
first kind of error associated wih this rule is cg. My advanced graduate students invariably
get greatly puzzled when I ask them to prove Fisher’s statement. Is the statement always
true? The answer is yes provided o is an attainable level of significance. Thus (C) is the

so-called fundamental theorem of test of significance.”
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Se X é uma variavel discreta, a variavel F'(X) nao tem distribuigdo uniforme no intervalo
(0,1). Além disso, a funcao copula C' descrita no Teorema 2.2.2 ndo é tnica quando alguma
das variaveis envolvidas é discreta.

Outra dificuldade aparece pois o teorema de Sklar garante a existéncia da copula C' mas
nao nos diz como encontri-la. Esse problema é bastante discutido na literatura e existem
diversas propostas de solugoes (veja, por exemplo, Durrleman et al. (2000b)). A mais utili-
zada consiste em ajustar diversas familias (paramétricas) de copulas e escolher uma delas
usando algum critério de selecio de modelos ou algum teste de qualidade de ajuste (Berg,
2009; Genest et al., 2009). Outra solucao é usar aproximagoes para a copula, como a copula
empirica ou a copula de Bernstein. A cdpula de Bernstein é obtida pela aproximagao de uma

copula C' utilizando o polindmio de Bernstein (definido a seguir).

Definicao 2.2.1 Seja h : I* — R wuma fungio continua. O polinémio de Bernstein de

ordem m para a funcao h € dado por

m m : . k
Bi'(xy, ..., x) = Z . Z h (%, ce %) H (Zj)xzﬁ(l — )"
=0  jx=0 i=1

O polinomio de Bernstein é bem geral e pode ser usado para aproximar qualquer funcao
real continua definida em I*. Se a funcao a ser aproximada tiver um dominio diferente de I*,
é possivel usar uma transformagdo de mudanca de escala antes da aproximacao (veja, por
exemplo, Babu et al. (2002)). Lorentz (1986) apresenta um estudo bastante detalhado sobre
o polinémio de Bernstein no caso k = 1. O teorema de Weierstrass (DeVore e Lorentz, 1993)
garante o resultado enunciado a seguir (uma demonstracio probabilistica desse teorema,

utilizando polinémios de Bernstein, pode ser encontrada em Koralov e Sinai (2007)).

Teorema 2.2.2 Seja C' : I*¥ — R uma funcdo continua. A sequéncia de polindémios de

Bernstein B converge uniformemente para a fung¢ao C' quando m T 0o.

Como visto anteriormente, uma k-copula é uma funcdo C : I¥ — I e o polinémio de

Bernstein parece ser uma aproximacao natural para C.

Defini¢ao 2.2.3 Seja C : I* — I uma k-cdpula e B o polinémio de Bernstein de grau m
para aprozrimar uma funcao h : I¥ — R. A aprozimagdo BY para a k-cépula C é chamada

copula de Bernstein e também é uma k-copula (Sancetta e Satchell, 2004b).

Li et al. (1997, 1998), Kulpa (1999), Durrleman et al. (2000a,b), Sancetta (2004),
Sancetta e Satchell (2004a,b), Taylor (2009), Bouezmarni et al. (2010) apresentaram resul-

tados de convergéncia, propriedades assintoticas e aplicacoes das copulas de Bernstein.



Capitulo 3
Estimacao de Distribuicoes Discretas

“All exact science is dominated by the idea of approximation.”
(Bertrand Russell)

A estimacao de distribuicoes discretas multivariadas é um assunto pouco discutido na
literatura estatistica. O caso mais estudado ocorre quando se supoe que os dados sao gerados
por um modelo Py, isto é, um conjunto de distribuicoes com a mesma forma funcional e
indexadas por um parametro (desconhecido) . Nesse caso, a estimagdo do parametro 6
é comumente realizada utilizando métodos de maxima verossimilhanca ou estimadores de
Bayes, como a média ou a moda da distribuicao posterior para 6. Entretanto, fixar um modelo
paramétrico nem sempre é razoavel e pode gerar estimativas que nao sao satisfatorias. Na
Secao 3.2, sao apresentados exemplos usando essa abordagem para o caso da distribuicao
normal.

A estimacao nao paramétrica para distribuicoes discretas, em geral, limita-se as frequén-
cias relativas. Amostras obtidas de um vetor aleatorio X podem apresentar frequéncias
iguais a zero para um ou mais valores possiveis de X. Em particular, isso ocorre quando a
razdo n/d ¢é menor do que 1, onde n é o tamanho da amostra e d é o niimero de pontos
que compoem o suporte da distribuicao de X (que, nesse caso, coincide com a dimensao
do espago paramétrico). Uma possivel solugdo para esse problema é aproximar a distribui-
¢ao discreta (desconhecida) por uma distribui¢do absolutamente continua F e, em seguida,
“discretiza-la”. Para isso, basta notar que se X é uma variavel aleatoria discreta com funcao
de distribui¢do F' assumindo valores no conjunto {as,as,as, ...} com probabilidade 1, com
a; < ajy1, entao p(a;) = P(X = a;) = AYai, a;-1) = F(a;)—F(a;i_1),i € {1,2,...} eapg <
tal que F'(ap) = 0. A figura 3.1 ilustra a aproximagao por uma distribui¢do continua no caso

univariado.

13
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Figura 3.1: Aprozimagdo da f.d. discreta por uma f.d. absolutamente continua.

No caso bivariado, considere que o vetor aleatorio (X,Y) assume valores em X X X,

onde X; = {ay,a9,as,...} e Xy = {by, by, bs, ...}, respectivamente. Entao
plai, bj) = P(X,Y) = (ai, bj)] = A% ((ai, by), (ai-1,0j-1)) =

= F(ai,bj) — Fla;—1,b5) — F(ai, bj—1) + F(ai—1,bj-1),
com a; < iy, bj < bj+1’ 1,] € {1,2,3 . } e ayg < ay e by < by tal que F(ao,t> = F(t,bo) =0,
vVt € R. Usando a fungao A? também é possivel calcular outras probabilidades. Por exemplo,

P(-rz <X < Ty, Yj <Y < ym) = AZ ((xlaym)a (miayj)) =

- F(xlvym) - F(Iwym) - F(xhyj) + F($Z7y])7

com z;, T, € X1, Yj, Ym € Xa, i < 21, Yj < Y € Flag,t) = F(t,by) = 0, Vt € R. A fungao A*
pode ser facilmente estendida para dimensées maiores (k > 2) (veja, por exemplo, Nelsen
(2006)).

Nas proximas secoes sao apresentadas algumas sugestoes para estimar uma distribuicao
k-variada discreta F'. Considere uma amostra de tamanho n de vetores aleatorios X4, ..., X,

que, condicional ao conhecimento de F', sao independentes e identicamente distribuidos

segundo F, com X, = (Xyj,...,Xy;), 7 = 1,...,n. Apos observada a amostra, os vetores
aleatorios X1, X5, ..., X, assumem os valores &y, s, ..., Ty, cOM T; = (T1j,...,Tkj), J =
1,...,n. Sdo apresentados alguns exemplos em que é considerado o caso bivariado (k = 2).

O objetivo ¢ estimar a funcao de distribuicao F' € D, onde D é o conjunto das fungoes de

distribuicao discretas bivariadas com o mesmo suporte de F.
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3.1 Distribuicao Empirica

Definicao 3.1.1 Seja @y, xa, ..., x,, com x; = (21, ..., %), uma amostra de tamanho n
do vetor aleatério X . A funcio de distribuicio empirica F, : R¥ — [0,1] ¢ definida, para
cada t = (t1,...,t;) € R¥, como

- ] —
=1

Teorema 3.1.2 (Teorema de Glivenko-Cantelli) A funcio de distribuicio empirica F,

converge uniformemente para a distribuicao I, isto €,

F, — F |, quandon T oo (Sen et al., 2010).

A funcao de distribuicao empirica é muito utilizada, direta ou indiretamente, em grande
parte dos métodos de inferéncia nao paramétrica. No caso particular onde o vetor X ¢é
discreto, sua utilizacao é equivalente ao uso das frequéncias relativas para estimar a funcao
de probabilidade, ou seja, p,(t) = £ >°" | 1{x; = t}.

Quando o tamanho da amostra n é muito maior do que o niimero de pontos que compoem
o suporte da distribuicao de X, esse método apresenta boas estimativas. O grande problema
de sua utilizacdo para estimar a func¢ao de distribui¢do conjunta F' (ou, equivalentemente,
a funcdo de probabilidade p) é que as probabilidades dos pontos que nao foram observados

na amostra sao estimadas como zero.

3.2 Aproximacao Por Uma Distribuicao Continua - Caso

Normal

Uma possivel solucao para contornar o problema das probabilidades estimadas como zero,
apresentado na secao anterior, é utilizar uma aproximacao por uma distribuicao continua.
Devido as suas boas propriedades matemaéticas, a distribuicao normal é, provavelmente, a

mais utilizada na estatistica e serd adotada aqui como exemplo.

Definicao 3.2.1 O wvetor Y tem distribuicao normal multivariada com vetor de médias p
e matriz de covaridncia X (Y ~ Ny (p, X)) se sua funcdo de densidade de probabilidade é

dada por

1

) = [ =) e {5 - wrS - |

A funcao de distribuicdo de'Y € dada por

Fo) = [ [ swin
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No caso em que p =0 e X = I, onde 0 é um vetor de zeros e I é a matriz identidade, diz-se

que Y tem distribui¢cao normal padrao k-variada e a funcao de distribuicao € denotada por

.

A estimacao dos parametros pode ser feita de diversas maneiras. O método mais usado
na literatura estatistica é a estimacao por maxima verossimilhanca e serd o adotado neste
caso. O estimador de maxima verossimilhanga (EMV) também apresenta boas propriedades
matematicas e pode ser interpretado como o valor dos parametros que torna a amostra
observada a mais provavel. Além disso, esse estimador coincide com o estimador bayesiano
quando a fungao perda 0-1 é considerada e a distribui¢ao impropria f (@, ) o« 1 é adotada

como priori para (u, ) (Paulino et al., 2003).

Resultado 3.2.2 Seja Y4,...,Y, uma amostra aleatoria de uma populaciao normal mul-

tivariada com pardmetros p e 3. A funcao de verossimilhanca ¢ dada por

Lip, Slyss . y) = [@n)F 3] 7 exp {—% D (yi— 'Sy, — u)} :

=1

Neste caso, os estimadores de maxima verossimilhanca sao

_ ~ 1 _ _
A=F ¢ B 3V -T)Yi-Y)
No caso k = 2 o dominio da distribuicdo normal é R? e para um vetor aleatorio

X = (X,Y) que varia no conjunto X; x AX,, com X; = {a;=a;,...,a;,=b}, i = 1,2,
sera necessario truncar a normal no conjunto [ay, by] X [ag, ba]. A func¢do de probabilidade de

X pode entao ser estimada usando a fun¢ao A? (pagina 13).

As estimativas pela distribuicao normal podem ser melhores em relacao aquelas obtidas
usando a distribuicao empirica pois nao atribui zero as probabilidades dos valores nao obser-
vados. Como seréd exibido nos exemplos do Capitulo 4, essas estimativas melhoram quando
a distribuicao a ser estimada é aproximadamente simétrica. Nos problemas em que a distri-
buicao a ser estimada for assimétrica, a aproximagao normal pode nao ser razoavel. Além
disso, nos casos multivariados, a distribuicao normal nao permite modelar diferentes estru-
turas de dependéncia. Nesse caso, outras familias de distribui¢oes (paramétricas) poderiam
ser testadas, mas esse nao é o objetivo deste trabalho e vamos nos restringir ao exemplo da
normal. Na Secao 3.3 sao apresentadas duas solucoes alternativas que nao apresentam as

limitagoes descritas para a distribui¢ao normal.
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3.3 Aproximacao por Polinémios de Bernstein

O polinémio de Bernstein, apresentado no capitulo anterior, pode ser usado para apro-
ximar funcoes de densidade ou de distribuigao continuas. Os polindmios de Bernstein ja
foram utilizados no caso univariado para aproximar funcoes de distribuicao e densidade
de variaveis aleatorias continuas (veja, por exemplo, Petrone (1999a,b); Ghosal (2001);
Petrone e Wasserman (2002) para uma abordagem bayesiana para esse problema e Babu et al.
(2002) para uma abordagem frequentista). Perez ¢ Palacin (1987); Cheng (1995); Cheng e Parzen
(1997) utilizaram polinémios de Bernstein para estimar a fungiao quantilica F~! de varidveis
aleatorias. Quando o dominio da variavel X é um intervalo compacto [a, b], a < b, uma trans-
formacao do tipo Y = (X — a)/(b — a) permite a utilizacdo do polindémio de Bernstein para
aproximar a fungao de distribui¢do de X. Babu et al. (2002) sugerem transformacgoes para
varidveis que nao sao definidas num intervalo compacto. Por exemplo, as transformacoes
Y=X/1+X)eY =(1/2)+ (1/m) tan~*(X) podem ser usadas nos casos em que a variavel
X tem suporte [0,00) ou (—o0,00), respectivamente. Babu e Chaubey (2006) utilizam os
polinobmios de Bernstein para a estimacao de funcoes de distribuicao continuas também no

caso multivariado.

3.3.1 Aproximagao Direta da Funcao de Distribuicao

A primeira solucdao dada aqui serd usar polinomios de Bernstein para aproximar a fun-
¢ao distribuigdo F' do vetor aleatorio discreto X = (X,Y). Como a fungao F' é desconhe-
cida, sera utilizado o polinémio de Bernstein Bg‘m para alisar a distribuicao empirica F,
(Babu e Chaubey (2006)). Além disso, como o vetor aleatério X = (X,Y’) varia no con-
junto Xy x &y, com X; = {a;=a;,...,a;,=b;}, i = 1,2, serdo utilizadas as transformacoes
Y =(X; —a;)/(b; — a;), i = 1,2, de modo que o dominio de Y; serd um conjunto de valores

no intervalo [0, 1]. A funcao de distribuigdo estimada seré dada por:

Fi(y1,92) = B (91, 92) Z Z F, (‘71 h) f[ (m)?ﬂ(l — )"

J1=0 j2=0 =1 \Ji

onde F, é a funcio de distribuiciio empirica definida na Secio 3.1.

Apos a funcao de distribuicao ser estimada dessa forma, a funcao de probabilidade sera
obtida novamente usando a fungao A? (pagina 13).

Diferentemente da estimacao usando uma distribuicao paramétrica, como aquela apresen-
tada na secao anterior, essa solucao nao restringe a estrutura de dependéncia da distribuicao
conjunta, permitindo modelar diferentes formas de associacao entre as variaveis. Contudo,
assim como as solucoes apresentadas anteriormente, somente sao utilizadas as observagoes
completas. A solugao proposta a seguir permite utilizar toda a informagao contida na amos-

tra, inclusive os dados que foram observadas apenas para uma das variaveis.
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3.3.2 Solucao Proposta: Aproximacao da Funcao de Distribuicao

via Coépulas de Bernstein

No exemplo que motivou este trabalho, apresentado na introducao, h& observacoes que
foram feitas apenas para uma das varidveis e, nas solucoes apresentadas anteriormente, a
estimacao da distribuicao conjunta é realizada utilizando apenas as observagoes completas,
isto é, somente os dados que foram observadas apenas todas as variaveis. A solucao que sera
proposta aqui pretende utilizar toda a informacao contida na amostra, inclusive nos casos
onde ha dados perdidos para alguma das variaveis. Para isso, as distribuigoes marginais
serao estimadas utilizando todas as observacoes disponiveis para cada uma das varidveis,
a copula serd estimada usando as observacoes completas e a estimativa para a distribuicao
conjunta sera baseada no Teorema de Sklar (Teorema 2.2.2), utilizando as estimativas para
as distribuicoes marginais e a copula.

Para tal, a aproximacao da funcao de distribuicao marginal F; da variavel X; sera feita
utilizando uma versao univariada do procedimento descrito na secao anterior, com base
na funcao de distribuicao empirica e no polindmio de Bernstein. A estimacgao da copula
também seréd feita como na secao anterior, porém utilizando a copula empirica, definida a
seguir (Nelsen (2006)).

Definicao 3.3.1 Seja x1, @, ..., x,, com x; = (x4,y;), 1 = 1,... n, uma amostra de tama-

nho n do vetor aleatorio X = (X,Y). A copula empirica € a fungao C, definida por

- (i 1 <
c, (_ _) = Ez:]l{xk <za), U <Y}

n'n
k=1

onde ¢y e Yy, 1 < 4,5 < n denotam as estatisticas de ordem para as observagoes de X e

Y, respectivamente.

Caso as distribuicoes marginais F; e F, de X fossem conhecidas, as observacoes “ver-
dadeiras” da coépula correspondente a amostra X, ..., X, seriam U7,..., U, , com U; =
(F1(X;), F5(Y;)). Considere as funcoes de distribuicio empiricas marginais £ e F2? de X e
Y, com El(z) = 130 1{z), < a} e F2(y) = 1300 1{yx < y}. As pseudo-observagoes

U,,U,,...,U, da copula correspondente ao vetor aleatério X sao definidas por
Ui = (Ui, Usi) = (FA(X0), FA(Y))

para ¢ = 1,...,n. Equivalentemente & Definicao 3.3.1, a cdpula empirica pode ser definida

como a funcao de distribuicdo empirica F), das pseudo-observacoes uy, us, . .., Uy,.
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Alternativamente, os polinomios de Bernstein,

- $(2) (oo

serao utilizados para aproximar as distribuicoes marginais F;, + = 1,2, de X e Y e obter
as pseudo-observagoes da copula C. As pseudo-observacoes determinadas dessa forma serao

usadas para obter uma copula empirica C,, e a copula de Bernstein correspondente sera

B2 (ur,us) ZZO <91 32) <j1> uf (1 — uy)™" J’l(Z)ugﬁu—m)mﬁ.

Jj1=0j2=0

Desse modo, a aproximacao sugerida nesse trabalho para a funcao de distribuicao F' do

vetor aleatorio X é
Franla.y) = B (BI'(x), By'(y)).

A funcdo de probabilidade sera obtida novamente utilizando a funciao AZ.

3.4 Avaliacao das Estimativas

Para avaliar a qualidade das estimativas sugeridas nas secoes anteriores, 0os métodos
descritos foram aplicados a conjuntos de dados simulados e comparados por meio do calculo
de distancias entre as funcoes de probabilidade estimadas e a fun¢ao de probabilidade teérica.

Considere o vetor aleatorio X = (X,Y) € &} x Ay, com X; = {a;,... a0}, ri € N
e i = 1,2. E interessante notar que a funcdo de probabilidade pode ser escrita como uma
matriz Q, ,,, onde o elemento qi; = play,az) = P(X =a1;,Y =ag;), 1 < i < ry,
1 < j <ry. Além disso, note que o vetor g = (q(l,l), e (1,r), 4(2,1) 5 - - - ,q(n,,«j)) é um vetor
composicional, isto é, um vetor que as somas das componentes ¢ uma constante conhecida
(Aitchison, 2003). No caso do vetor g, as componentes g, ;) sdo niimeros no intervalo [0, 1]
ey Zj 4t = 1. A notacao usualmente utilizada nesse caso é q € S% onde R =ry.ry e

SE c R® é o simplex R-dimensional. Considere a distancia de Aitchison, definida a seguir.

Definicao 3.4.1 Seja q, e q, dois vetores em RE, com q; = (¢i1, Qio, - - -, Gir) © Zj gij =1,
i =1,2. A distancia de Aitchison € definida por

0(q;,q2) = Z (LJ' - I’)Q’

onde L, ln<q1J> 1<j<R, eL—RZ

A distancia de Aitchison tem uma expressao similar a um desvio-padrao (multiplicado
pela constante v R — 1 ). Equivalentemente, a distancia de Aitchison pode ser escrita das

seguintes maneiras:
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1 Qi @i\ 1 Qi i\
3(qr,q5) = §Z<log—1—log—2> =z (logf—log# ,
1<J

i<j qij q2;j

R 2
dij q2;
6((]1a q2) = Z (log = - lOg 2 ) )

= 9(q;) 9(qy)

onde ¢g(q;) = {¢n-qi2 - - - qiR}% ¢ a média geométrica das componentes do vetor q;, i = 1, 2.
No trabalho de Aitchison (2008), ele explica a razao por utilizar log(¢1;/q25), j = 1,..., R,
da seguinte maneira: “vetores composicionais contém apenas informagcoes sobre valores rela-
tivos de suas componentes, por isso primeiramente ‘pensar em razoes’. Entao, ao perceber
que os quocientes sao mais dificeis de lidar do que somas ou diferencas, ‘pensar no log das
razoes’. "L

Antes de estudar as propriedades dessa distancia, considere as seguintes operacoes:

o c: RF — S% definida por c(z) = <1 = =

O TR R .
Zixz‘ (szl7’zle> 7C0m$€R ’

o (Operacgao perturbagio) @ : S® x S® — S% tal que q ® s = c(q1.51,...qr-Sr) , com
q,s € S%;

e (Operagdo poténcia) @ : R x S® — 8% tal que a ® ¢ = ¢(¢¢,...,q%) , coma € R e
qgcSt.

As operacoes @ e ® podem ser vistas como analogas as operacoes de translacao e multi-
plicacdao por escalar de vetores no espaco real. Assim, o espaco ST pode ser visto como um
espago vetorial e a distancia de Aitchison define uma métrica em S® (Aitchison, 2008). Para
q,r,s € S®, & possivel mostrar que a distancia de Aitchison ¢ satisfaz as exigéncias de uma

métrica.

M1. Positividade: d(q,s) > 0, para g # s, e 6(q,s) =0, se q = s;
M2. Simetria: d(q, s) = d(s, q);

M3. Relacao Poténcia: d(a ® q,a ® s) = |a| d(q, s);

M4. Desigualdade Triangular: é(q,r) + d(r,s) > d(q, s).

Note que a relagao poténcia faz um papel analogo a multiplicacao por escalar na distancia

euclidiana em R”. Além dessas, ¢ apresenta outras propriedades bastante interessantes, como

M5. Invariancia sob permutagoes: 0(Pgq, Ps) = d(q, s), para alguma matriz de permutagao
P;

M6. Invariancia sob perturbagoes: (g @ r,s ®r) = d(q, s);

!Traducdo do autor.
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M7. Dominancia sub-composicional: Seja s, e s, sao sub-composi¢oes similares de q e 7,
isto &, 8g = (¢rys Gras -1 Gr.) € Sp = (Tryy Ty ooy Tme), com C < R.om; € {1,..., R},
Vi, e m; # mj, 1 # j. Entdo §(s,, s,) < 0(q, 7).

A propriedade de dominancia sub-composicional é aniloga a propriedade métrica em R
que a distancia euclidiana entre dois pontos nao pode ser maior que a distancia entre as

projecoes desses dois pontos (Aitchison, 2008).

Aitchison (2003, 2008) e Pawlowsky et al. (2007) fornecem outros argumentos afirmando
que 0 é a distancia mais adequada no contexto de dados composicionais. Entretanto, para

casos onde os vetores contém zeros, essa distancia nao esta definida e é necessario fazer uma

pequena adaptagdo. Assim, considere 0.(q;,qy) = 8 (fjr;z, f’jﬁ) = d(c(qy +e€),c(qy +€)),
com € > 0 fixado. Uma aplicacao dessa distancia em um contexto um pouco diferente
pode ser encontrada em Fossaluza et al. (2009). A razao de tal corregao é que quando se
utiliza a abordagem bayesiana em um contexto onde o parametro 8 = (6q,...0r) é um
vetor de proporgoes (isto é, um vetor composicional com > 6; = 1), é comum adotar uma
priori (nao informativa) uniforme em S, Dirichlet(1,...,1). Nesse contexto, quando uma
amostra (nq,...ng) de tamanho N é observada, com » n; = N, a posteriori obtida é

Dirichlet(ni+1,...,ng+1). A estimativa pontual considerando a fungao de perda quadratica

¢O=clni+1,...ng+1) = (EL;, e T]L\[Rjé) Deste modo, se a frequéncia de alguma casela

for igual a zero, n; = 0, a estimativa de 6; é Por uma razao analoga a do artigo citado,

N+R
o valor de € adotado aqui sera 1/n, onde n é nimero de observagoes completas utilizadas na
estimagao.

Para comparar as estimativas obtidas pelos métodos descritos nas secoes anteriores,
utilizar-se-4 a distancia de Aitchison. Além disso, algumas distancias frequentemente uti-

lizadas na literatura também serdao apresentadas para comparacao. Sao elas:

R 1/2
1. Distancia euclidiana: D4(q, s) = {Z(qz — si)Q} ;

i=1

2. Distancia de variagao total: Ds(q, s Z lgi — si| ;

3. Divergéncia de Kullback-Leibler: Ds(q, s Z i log Z S; log —

Note que a divergéncia de Kullback-Leibler (K-L) apresenta um problema similar a dis-
tancia de Aitchison na presenca de zeros. Deste modo, a mesma solucao sera utilizada e a
divergéncia de K-L sera calculada entre os vetores corrigidos ¢* = ¢(q +¢€) e s* = ¢(s + ¢).
Para as distancias euclidiana e de variacao total é possivel calcular as distancias entre os
vetores originais q e s. Assim, serao apresentadas também as distincias entre os vetores

corrigidos ¢* e s* para avaliar o efeito dessa correcao.
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Capitulo 4
Aplicacoes

Alice: “This is impossible!”
Chapeleiro: “Only if you believe it is...” (Alice in Worderland (2010))

Nas secoes que seguem, sao apresentados exemplos de aplicacoes das quatro solugoes pro-
postas no capitulo anterior para a estimacao de funcoes de probabilidade bivariadas. As solu-
¢oes foram resumidas por meio de gréaficos e a comparacao com a distribuicao teorica foi base-
ada nas distancias sugeridas na Secao 3.4. Foi utilizado o software R (R Development Core Team,
2010) e as rotinas computacionais podem ser encontradas no Apéndice A.

Antes da apresentacao dos exemplos, é necessario introduzir alguns conceitos.

4.1 Definicoes Preliminares

Definicao 4.1.1 A wvaridvel aleatoria Y tem distribuicao beta-binomial com pardmetros N,

aeb, onde N €N, a,b e R, se sua funcao de probabilidade é dada por

(y) = <N) Bla+y,b+N—-y)  T'(N+DI'(a+y)l'(0+N—y)l'(a+b)
POI= 1y B(a, b) " T(y+ OIO(N —y+ Dl(a+ b+ N)(a)T(b)
comy € {0,1,...,N}, ' é a funcdo gama e B € a fun¢io beta.

Definicao 4.1.2 Considere p uma matriz de correlagao. A copula normal com pardmetro

p pode ser escrita como
Co(u) = @, (D7 (ur),. .., 2 (up)),

onde w = (uy,...,ug) € I¥, ®~1 é a inversa da fungdo de distribuicdo da normal univariada
com média zero e varidncia 1 e ®, € a funcdao de distribuicao normal multivariada com vetor

de médias igual a 0 = (0,...,0) e matriz de covariancia p.

23
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Definicao 4.1.3 A copula de Gumbel bivariada € definida por
1
C(u) = exp {— [(— Inuy)? + (- lnu2)9} 9} ,

com u = (ui,us) € I* e 0 € [1,00). A copula de Gumbel é uma copula archimediana (vide
exemplo 2.2.6) com funcdo geradora o(t) = (—1Int)? (Nelsen, 2006).

4.2 Exemplo 1: Distribuicao Bivariada Simétrica

Neste primeiro exemplo, foi construida uma distribuicao discreta com marginais simétri-
cas porém correlacionadas. Para isso, considerou-se que X; tem distribuicao beta-binomial
com parametros N, = 15, a = 5 e b = 5 (figura 4.1) e Y} tem distribui¢do binomial com
parametros N, = 10 e p = 0,5 (figura 4.2). A distribuicao conjunta foi construida utilizando
o Teorema de Sklar (Teorema 2.2.2), considerando a copula normal com parametro p = 0.7.
A figura 4.3 representa as fungoes de distribuicao e de probabilidade conjunta do vetor ale-
atorio (Xi,Y)). Para verificar se existe ganho em estimar separadamente as distribuicoes
marginais e a copula como proposto na Secao 3.3.2, foi simulado um conjunto de dados com
1000 observacoes dessa distribuicao, sendo que 600 observacoes foram pares completos, 200
observacoes tiveram os valores de X; omitidos e, nas demais, foram omitidos os valores de
Yi.

PIY;=y]
0.15 020 025

0.10

005

0.00

PIX;=x]
000 002 004 006 008 010 012

|‘|I
T
0 15

Xy Yi

T
0

Figura 4.1: f.p. marginal de X, Figura 4.2: f.p. marginal de Y,
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Y, ~ Binomial(N,=10,p=05 )

Y, ~ Binomial(N,=10,p=05 )
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X1 ~ Beta-Binomial( Nx=15, a=5, b=5) Xi ~ Beta-Binomial( Nx=15, a=5,b=5 )

Figura 4.3: f.d. e f.p. tedricas de (X1,Y7)
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E possivel notar, pelos graficos 4.4 a 4.7, que a estimacao pela copula empirica é bas-
tante limitada, devido & presenca de zeros. A aproximacao pela distribuicao normal parece
ter sido a melhor dentre as quatro propostas para esse caso. Isso acontece pois esse exem-
plo foi propositalmente construido utilizando distribuigoes marginais simétricas e a copula
normal, de modo que a distribuicao conjunta seja simétrica e com uma forma semelhante a
distribuicao normal. A comparacao entre essas estimativas é apresentada na tabela 4.1, onde
os valores marcado com * representam as distancias calculadas para cada vetor de estimati-
vas modificado ¢* = ¢(q + €) e o vetor com a distribui¢ao tedrica modificado s* = ¢(s + ¢€),
com € = 1/600. Para as distancias euclidiana e de variacdo total é possivel notar que essa
correcao apenas muda a escala, preservando a ordenacao das distancias para cada vetor de
estimativas original, g, e o vetor com a distribuicao tedrica s.

A estimacao utilizando copulas de Bernstein também parece ser razoavel, tanto visual-
mente (figura 4.7) quanto considerando a distancia de Aitchison (tabela 4.1). Contudo, a
estimativa utilizando a distribuicao empirica apresentou menores distancias euclidiana e de
variacao total, mesmo que aparentemente essa estimativa seja a mais limitada. Isso é um
indicativo de que a distancia de Aitchison é mais adequada do que as distancias usuais para

a comparacao de fungoes de probabilidade discretas.

. . - Distancia
Meétodo de Estimagao Aitchison* ‘ Euclidiana ‘ Variacao Total ‘ K-L*
Distribui¢ao Empirica 4.6298 0.0408 | 0.0316* | 0.1362 | 0.1053* | 0.0514
Distribui¢do Normal 3.1626 0.0355 | 0.0275* | 0.1287 | 0.0995* | 0.0335
Polinémio de Bernstein 3.8881 0.0414 | 0.0320* | 0.1542 | 0.1192* | 0.0461
Copula de Bernstein 3.8286 0.0414 | 0.0320* | 0.1535 | 0.1187* | 0.0459

Tabela 4.1: Comparacio das estimativas do exemplo da Secio 4.2

4.3 Exemplo 2: Distribuicao Bivariada Assimétrica

A distribuicao que foi estimada neste exemplo foi construida como no exemplo anterior,
contudo, além de apresentar dependéncia entre marginais, essa distribui¢ao nao é simétrica.
Para isso, considerou-se que X5 tem distribuicao beta-binomial com parametros N, = 15,
a=0.85¢b=1.1 (figura 4.8) e Y5 tem distribui¢do binomial com parametros N, = 10
ep = 0,6 (figura 4.9). A distribuicdo conjunta do vetor aleatorio (Xo,Y2) (figura 4.10)
foi construida considerando a copula de Gumbel com parametro = 2. Novamente foi
simulado um conjunto de dados com 1000 observacoes, sendo que 600 observagoes foram
pares completos, 200 observacoes tiveram omitidos os valores de X; e, nas demais, foram

omitidos os valores de Y;.
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Figura 4.14: f.d. e f.p. estimadas pela cdpula de Bernstein

Comparando o grafico 4.11 com a distribuigao teorica (figura 4.10), é possivel notar que
que diversos pontos foram estimados como zero. Além disso, as maiores estimativas ocorre-
ram em torno dos pontos (0,5) e (6,6). Por apresentar uma forma simétrica, a estimagao
usando a distribuicao normal concentrou as probabilidade em uma elipse em torno do ponto
(7,6) e parece nio ser adequada nesse caso. i possivel notar que a estimacio utilizando
o polinomio de Bernstein (figura 4.13 capturou a estrutura de dependéncia da distribui-
¢ao, apesar de ter dado muita massa para o ponto (0,5). Pelo gréafico 4.14, é possivel notar
que a estimacao utilizando copulas de Bernstein parece ter sido a melhor dentre as quatro
propostas para esse caso. Isso acontece pois além de a copula de Bernstein permitir cap-
tar diferentes estruturas de dependéncia, é possivel utilizar toda a informacao contida na

amostra. A comparacao entre essas estimativas é apresentada na tabela 4.2.

§ . - Distancia
Meétodo de Estimagao Aitchison* |  Euclidiana | Variacao Total | K-L*
Distribuicao Empirica 4.5442 0.0456 | 0.0352* | 0.1679 | 0.1298* | 0.0598
Distribuicao Normal 5.7311 0.0624 | 0.0482* | 0.2268 | 0.1754* | 0.1137
Polinémio de Bernstein 4.6377 0.0481 | 0.0372* | 0.1790 | 0.1384* | 0.0725
Coépula de Bernstein 4.1397 0.0419 | 0.0324* | 0.1512 | 0.1169* | 0.0553

Tabela 4.2: Comparacio das estimativas do exemplo da Secio 4.8
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4.4 Exemplo 3: Dados de Pacientes Obsessivos-Compulsivos

Este exemplo foi apresentado na introducao e motivou o desenvolvimento desse trabalho.
A seguir, sao apresentados graficos que resumem o conjunto de dados provenientes de um
estudo com pacientes com transtorno obsessivo-compulsivo, realizado no IPq-HC-FMUSP.
Vamos chamar de X a variavel M-YBOCS inicial e de Y a varidvel M-YBOCS final. Nesse

conjunto de dados ha 1001 observagoes para X e apenas 213 observagoes para Y.
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Figura 4.17: Frequéncias observadas para o par (X,Y)

Novamente, a estimacao pela distribuicao normal parece nao captar a assimetria do
conjunto de dados (figura 4.19). Pelos graficos 4.20 e 4.21, é possivel notar que as duas
estimativas que utilizam polindbmios de Bernstein parecem ter captado melhor a estrutura
de dependéncia assimétrica apresentada pelo conjunto de dados. Como nao é possivel fazer
uma comparacao com uma distribuicao tedrica, aqui desconhecida, serao apresentadas as
comparagoes entre as estimativas e a funcdo de probabilidade empirica (tabela 4.3). A esti-
macao utilizando a copula de Bernstein foi a que mais se aproximou dos dados observados,

segundo todas as distancias utilizadas.
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Figura 4.21: f.d e f.p. estimadas pela cdpula de Bernstein

. . - Distancia
Meétodo de Estimagao Aitchison* |  Euclidiana | Variagao Total | K-L*
Distribuicao Normal 6.8134 0.0702 | 0.0229* | 0.3999 | 0.1302* | 0.0726
Polinémio de Bernstein 6.5709 0.0688 | 0.0224* | 0.4012 | 0.1307* | 0.0681
Copula de Bernstein 6.2672 0.0644 | 0.0210* | 0.3686 | 0.1201* | 0.0610

Tabela 4.3: Comparacao das estimativas do exemplo da Se¢io 4.4

4.5 Nota sobre o grau do polindmio de Bernstein

Nao existe na literatura uma féormula geral para determinar qual grau 6timo m* do
polindémio de Bernstein deve-se utilizar. Para o caso univariado, Babu et al. (2002) sugere,
baseado em resultados empiricos, a utilizagdo do grau m = n/log(n) e Petrone (1999a)
sugere utilizar uma distribuicao a priori para m (em seu trabalho ela utiliza distribuicoes de
Poisson e uniforme, ambas truncadas no valor 1000).

Nos exemplos das secoes 4.2 e 4.3, temos uma amostra de tamanho n = 1000. Todavia,
temos dados perdidos para 200 observacoes na primeira variavel e outras 200 observacoes
para a outra variavel e todas essas sao utilizadas no método de estimagao sugeridos. Nesse
caso, nao existe nenhuma sugestao na literatura sobre como determinar o grau 6timo do
polinémio de Bernstein. Além disso, a sugestao de Babu et al. (2002) fica um pouco confusa,
uma vez que existem dados faltantes. Se for considerada uma amostra de tamanho n =
1000, terfamos m = 120. Se o tamanho amostral considerado for somente das observacoes
completas (n = 600) usadas para estimar a copula, teriamos m = 94. Nesses exemplos em
que temos a distribuicao teoérica, ¢ possivel fazer uma comparacao das estimativas obtidas
com a distribuicao que esté sendo estimada para diferentes valores de m. As tabelas 4.4 e 4.5,
apresentam distancias entre a distribuicao tedrica e as estimativas para diferentes valores de

m.
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Na tabela 4.5, é possivel notar que a partir de um certo valor de m, as estimativas
comecam a se distanciar da distribuicao teorica. Isso ocorre pois como a copula “verdadeira”
¢ desconhecida e a copula empirica é usada no polinémio de Bernstein, este converge para a
copula empirica. Assim, para que as estimativas se aproximem mais da distribuicao teoérica,
além de aumentar o valor de m, é necessario aumentar o valor do tamanho amostral n.

Para os exemplos apresentados nas secoes 4.2 e 4.3, utilizou-se m = 100, que é aproxi-

madamente n/log(n) ~ 94, com n = 600 sendo o niimero de observagoes completas. Pela

mesma razao, no exemplo com dados reais considerou-se m = 40.

Distancia
" ["Aftchison” ‘ Euclidiana ‘ Variacao Total ‘ K-L*
10 5.1625 0.0511 | 0.0395 | 0.2050 | 0.1585 | 0.0779
20 3.7602 0.0451 | 0.0348 | 0.1648 | 0.1274 | 0.0480
50 3.8685 0.0408 | 0.0316 | 0.1507 | 0.1165 | 0.0447
80 3.8739 0.0433 | 0.0335 | 0.1559 | 0.1206 | 0.0464
100 3.8286 0.0414 | 0.0320 | 0.1535 | 0.1187 | 0.0459
200 3.8068 0.0408 | 0.0316 | 0.1511 | 0.1168 | 0.0446
500 3.7644 0.0407 | 0.0314 | 0.1500 | 0.1160 | 0.0433
1000 3.7876 0.0410 | 0.0317 | 0.1513 | 0.1170 | 0.0439
1500 3.7808 0.0409 | 0.0316 | 0.1505 | 0.1163 | 0.0435
2000 3.8026 0.0406 | 0.0314 | 0.1504 | 0.1163 | 0.0437
5000 3.8180 0.0403 | 0.0315 | 0.1507 | 0.1165 | 0.0439

Tabela 4.4: Comparacdo das estimativas para diferentes valores de m no exemplo da Segdo 4.2

Distéancia
" ["Aftchison”® ‘ Euclidiana ‘ Variagao Total ‘ K-L*
10 5.4566 0.0501 | 0.0387 | 0.2158 | 0.1668 | 0.0905
20 4.9708 0.0460 | 0.0356 | 0.1843 | 0.1425 | 0.0738
50 4.3093 0.0458 | 0.0354 | 0.1765 | 0.1365 | 0.0629
80 4.4106 0.0441 | 0.0341 | 0.1663 | 0.1286 | 0.0621
100 4.1397 0.0419 | 0.0324 | 0.1512 | 0.1169 | 0.0553
200 4.3299 0.0438 | 0.0339 | 0.1625 | 0.1257 | 0.0602
500 4.2635 0.0432 | 0.0334 | 0.1594 | 0.1232 | 0.0587
1000 4.2616 0.0438 | 0.0339 | 0.1614 | 0.1248 | 0.0594
1500 4.2297 0.0428 | 0.0331 | 0.1577 | 0.1219 | 0.0574
2000 4.2390 0.0431 | 0.0333 | 0.1572 | 0.1215 | 0.0579
5000 4.2581 0.0432 | 0.0334 | 0.1588 | 0.1228 | 0.0584

Tabela 4.5: Comparacao das estimativas para diferentes valores de m no exemplo da Se¢ao 4.3




Capitulo 5
Conclusoes

Creedy: “Die! Die!l Why won’t you die? Why won’t you die?”
V: “Beneath this mask there is more than flesh. Beneath this mask there is an

wdea, Mr. Creedy, and ideas are bulletproof.”
(V for Vendetta, Alan Moore e David Lloyd)

Nesse trabalho foi apresentada uma proposta para estimar a funcao de probabilidade de
varidveis aleatorias discretas na presenca de dados parcialmente observados e frequéncias
iguais a zero. O método proposto utiliza cépulas de Bernstein e baseia-se na fungao de dis-
tribuicao empirica. Além do método proposto, outros trés métodos foram apresentados e a

comparacao dessas solucoes foi feita utilizando uma distancia adequada.

Outra forma bastante natural de abordar o problema de estimacao de distribuicoes
discretas considerando somente os dados completos é supor que, condicional ao conhe-
cimento de @ = (011,012,...,0,,), X = (X,Y) tem distribuicdo multinomial, isto &,
X |0 ~ Multinomial(n, @), onde 6, ; = P(X = a;,Y =1b,), (a;,b;) € Xy x Xy, i€ {1,...,1},
j € {l,...,r2} en € N & um namero fixado. Considere que a amostra observada foi
(11, %12, ..., Tryry), onde x;; representa a frequéncia de observagoes da i-ésima categoria
de X e da j-ésima categoria de Y. O estimador de méxima verossimilhanga para cada 0;;
seria éij = w;;/n, onde n = 7, > . x;; ¢ 0 tamanho da amostra completa. Esse estimador
apresenta o mesmo problema que a funcdo de distribuicdo empirica: se o par (a;, b;) nao
foi observado na amostra, o parametro ¢;; correspondente seria estimado como zero. Um
problema similar ocorre se a estimacao for realizada sob a abordagem bayesiana. Se n é o
tamanho da amostra, k — 1 = r;.ry — 1 é a dimensao do espaco paramétrico e a priori nao
informativa usualmente utilizada Dirichlet(1,1,...,1) for adotada, os parametros das cate-
gorias nao observadas na amostra serao igualmente estimadas como 0 quando a perda 0-1 é
considerada (a estimativa de Bayes é a moda da posteriori e, nesse exemplo, coincide com o
estimador de maxima verossimilhanca). Se a perda quadratica for escolhida, a estimativa de
Bayes ¢ a média da posteriori e, nesse caso, os parametros correspondentes as categorias nao

observadas serdo igualmente estimadas como 1/(n + k). Na presenga de alguma informagao

33
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prévia que levaria a adocao de uma distribuicao a priori diferente, esse problema possivel-

mente nao ocorreria.

Os dados observados incompletos também trazem alguma informagcao sobre o parametro e
nao devem ser desprezados. Supondo ainda o modelo multinomial, também é possivel incluir
essa informacao parcial. Considere um exemplo bastante simples onde X e Y sao variaveis
de Bernoulli e deseja-se estimar sua distribuicao conjunta, levando-se em conta também
os dados que foram observados apenas para uma dessas variaveis. Denote por (xo., T14) as
observacoes realizadas somente para a variavel X e (2.9, 41 ) as observagoes feitas somente

para Y. A verossimilhanca para esse caso é
V(8) o< 050" 01" 016”011 (Boo + 001)™" (610 + 012) ™" (Boo + 010)"* (Bor + 011)""-

Para exemplificar a importancia de considerar também os dados parcialmente observa-
dos, suponha que a tnica observacao completa foi oo = 1 e, além dessa, foram obtidas
duas observacgoes parciais xo, = 1 e x,; = 1. Se considerarmos somente a observacao com-
pleta, a estimativa de maxima verossimilhanga para o parametro @ = (6yg, 6o1, 010, 011) seria
0 = (1,0,0,0). Claramente, pelo menos um dos parametros 6y, e 011 nao deveria ser esti-
mado como zero nesse caso, uma vez que houve uma observacao proveniente de uma das
duas categorias correspondentes. A funcao de verossimilhancas considerando a informacao
marginal ¢ V(80) o< Oy (Goo +6o1)(0o1 +611) e a estimativa de verossimilhanga para esse caso é
0 = (0.5,0.5,0,0), justificando a necessidade da inclusao dos dados parcialmente observados.

Suponha agora o caso mais geral onde as distribuicoes marginais de X e Y sao mul-
tinomiais com parametros desconhecidos @1 = (014,...,0,.) € O3 = (041,...,04,), TES-
pectivamente, e o objetivo é estimar a distribuicao conjunta, isto é, estimar o parame-
tro @ = (611,012, ...,0,,.,). Suponha que a amostra (11,12, -, Trir )y (T1e; T2y« oy Trpx)s
(%41, Tu2, - - -, Tupy) Tl Observada, onde x;; sao as observagao completas, z;, sdo as observacao

realizadas somente para a varidavel X e x,; sao observagoes realizadas somente para Y, com

ie{l,....,m}eje{l,...,r2}. A funcio de verossimilhancas para esse exemplo seria
r1 T2 r1 [
V(0) x HH 0, H@Zf” H‘g*?*j ;
i=1j5=1 i=1 j=1

com O =3 . 0;5, 0 €{1,....m}, O =3 0i5 7 €{1,...,mpe > > 0;; =1. Em geral,
considerar os dados parcialmente observados dessa forma torna o problema de encontrar o
EMYV analiticamente intratavel quando o tamanho da amostra ou o nimero de caselas au-
menta (como é o caso dos exemplos apresentados no capitulo 4). Dependendo do tamanho
da amostra e do nimero de caselas, a solucao computacional também pode ser bastante
complicada (e muitas vezes inviavel). Além disso, essa abordagem pode conduzir & uma ve-

rossimilhanca que nao tem um tnico ponto de méximo de modo que o EMV nao é dnico.
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Uma alternativa para considerar dados parcialmente observados é utilizar métodos compu-
tacionais como o algoritmo EM (Jensen e Nielsen, 2007). Uma solugdo bayesiana bastante
elegante para esse problema, considerando uma reparametrizacao adequada, foi apresentada
em Basu e Pereira (1982) e generalizada para tabelas maiores em Paulino e Pereira (1992,
1995). Sob a abordagem proposta nesses trabalhos, as distribui¢oes condicionais dos no-
vos parametros sao Dirichlet independentes e, assim, a estimacao pontual pode ser obtida.
Contudo, independente da utilizacdo da abordagem frequentista ou bayesiana, essa solu¢ao

também fica limitada pela estrutura paramétrica da distribuicao multinomial.

O método proposto para estimar distribuicoes discretas nao apresenta as dificuldades
descritas acima. A utilizagao das copulas de Bernstein “corrige” o problema dos eventos raros,
fornecendo estimativas da funcao de probabilidade também para os pontos nao observados
na amostra. Essa dificuldade é muito frequente na pratica estatistica pois na maior parte
dos problemas aplicados a amostra disponivel é relativamente pequena. A presenca de dados
perdidos, também muito frequente em aplicagoes e que pode gerar grande dificuldade nos
métodos usuais de estimacdao, nao é uma limitacao ao método proposto e a informagao
trazida por observacoes parciais é facilmente incorporada na estimagao. Além disso, quando
uma distribuicao paramétrica ¢ utilizada, a estrutura de dependéncia entre as varidveis fica
restrita & estrutura funcional daquela distribuicao. Esse fato nao ocorre no método proposto
pois se trata de um alisamento da distribuicao empirica e suporta qualquer estrutura de
dependéncia sugerida pelos dados observados.

A boa performance do método proposto é verificada visualmente nos graficos apresenta-
dos no capitulo 4 e comprovada pela distancia de Aitchison. Exceto no exemplo 1, onde a
distribuicao teorica é simétrica e a aproximacao pela distribuicao normal apresenta menor
distancia em relacao a distribuicao teoérica, o método sugerido forneceu melhores estimativas
do que os demais métodos apresentados, independente da distancia considerada. Contudo,
pelo primeiro exemplo (secao 4.2), a distancia de Aitchison parece ser melhor que as distan-

cias euclidiana e de variagao total para a comparacao de funcoes de probabilidade discretas.

O método também apresenta algumas limitacoes. Por exemplo, existe uma suposi¢ao que
é feita implicitamente quando é utilizado um alisamento da funcao de distribuicao empirica
no caso de varidveis categoéricas: quando ha um ponto xy no interior do dominio do vetor
aleatorio X que nao foi observado na amostra, a funcao de distribuicao desse ponto é aproxi-
mada por alguma quantidade entre os valores da funcao de distribuicao calculada nos pontos
vizinhos de x(. Isso implica que a funcao de probabilidade desse ponto provavelmente sera
diferente de zero e isso pode nao ser verdade se a funcao de probabilidade a ser estimada nao
apresentar uma certa “suavidade”. Entretanto, em alguns casos, nao existem motivos apa-
rentes que nos levem a acreditar que algum dos possiveis pontos do espago amostral tenha
probabilidade zero, mesmo que esse ponto nao tenha sido observado na amostra, como no

exemplo apresentado com dados do M-YBOCS.
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5.1 Sugestoes para Pesquisas Futuras

Apesar de técnicas bastante similares ao método proposto ji terem sido utilizadas para es-
timar distribui¢bes multivariadas no caso continuo (Babu e Chaubey, 2006; Durrleman et al.,
2000b), nenhum outro trabalho no qual copulas de Bernstein sao utilizadas para aproximar
distribuicoes discretas foi encontrado pelo autor. Desse modo, estudos nessa area ainda sao

necessarios para avaliar as propriedades tedricas do método desenvolvido nessa tese.

Apesar da generalizacdo do método para dimensées maiores (k > 2) parecer natural,
ainda é necessario um estudo mais detalhado. Além disso, a utilizacao de outras funcoes de

alisamento poderia ser considerada.

Do ponto de vista frequentista, uma possibilidade é estudar as propriedades assintoticas

do método quando o tamanho amostral n e o grau do polinémio de Bernstein m aumentam.

Sob a perspectiva bayesiana, uma possibilidade é avaliar a existéncia de uma funcao de
perda que torna o método um procedimento 6timo sob o enfoque da teoria da decisao. Ainda
¢ possivel tentar encontrar um par 6timo (n,m) via teoria da decisdo, onde n é o tamanho
amostral e m é o grau do polinémio de Bernstein. Além disso, a inclusao de conhecimento a
priori através de uma medida de probabilidade pode ser incorporada ao método de estimagao.
A especificac@o da priori nesse caso pode ser uma tarefa nao trivial, pela complexidade do
espaco paramétrico, e seu estudo também se faz necessario. A inclusao de uma medida de in-
certeza a priori sobre a fungao de distribuic¢ao (desconhecida) permite abordar o problema por
uma visao puramente preditivista, justificada pelo Teorema de De Finetti (De Finetti, 1937,
1972, 1974). Por exemplo, na aplicacao apresentada na segao 4.4: dado que foram observados
(x1,%1), -+, (Tn, ys) € um novo paciente é recrutado com o valor inicial de M-YBOCS igual
Zny1, € de interesse conhecer a distribuicao preditiva P(Yn+1 | (z1, 1)y (Tns Yn), xn+1) de

Y11, o possivel valor de M-YBOCS para esse paciente apds o tratamento.



Apéndice A
Rotinas computacionais

Todas as rotinas computacionais apresentadas a seguir foram desenvolvidas no software
R (R Development Core Team, 2010).

A.1 Funcao de distribuicao empirica univariada

Funcao que retorna o valor da fungao de distribuigao empirica univariada calculada no(s)

ponto(s) & com base na amostra contida no vetor X.

1 pEmp <— function (x,X) {ecdf(X)(x)}

A.2 Polinbmio de Bernstein univariado

Funcao que retorna o(s) valor(es) da fun¢do univariada f aproximada pelo polinomio de
Bernstein de ordem m, calculada nos pontos x. A funcdo f(x, X) utilizada neste trabalho é
a funcao obtida em A.1. Se o vetor & nao contém todos os possiveis valores que X assume,

é necessario inserir os limites no vetor lim.

1 pBern <— function (x,X,m=(length (X)/log(length(X))) , f=pEmp, lim=NULL) {

2 if(is.null(lim)) { lim <- c¢(min(x,na.rm-TRUE) ,max(x,na.rm-TRUE)) }

3 u<— seq(0,1, length.out=m)

4 m<- m-1

5 p<— f(ux(lim|[2]-1lim [1])+lim[1],X)

6 x<— (x—lim[1])/(lim[2]-lim][1])

7 dim(x) <— c(length(x),1)

8 M <— apply(x,1,function(r){t(p)\%\*\%as.matrix (dbinom(u*m, m, r),ncol=1)
})

9 return(M)

10 }
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A.3 Funcao de distribuicao empirica bivariada

Funcao que retorna a matriz da fungao de distribuigdo empirica bivariada calculada no(s)

ponto(s) « e y com base na amostra contida nos vetores X e Y.

1 pEmp2 <— function(x,y,X,Y){

2 Xl <—XJ['!'is.na(X) & !'is.na(Y)]

3 Y1 <—Y[!is.na(X) & !is.na(Y)]

4 p <~ matrix(rep(0,length(x)*length(y)) ,ncol=length(y))

5 dim(x) <— c(length(x),1)

6 for (j in seq(1l,length(y))){

7 pl,j] < apply(x,1,function(r){length(X1[Xl<=r & Yl<=y[j]]) })/length(
X1)

8 }

9 return(p)

10 }

A.4 Funcao de probabilidade empirica bivariada

Funcao que retorna a matriz da funcao de probabilidade empirica bivariada, calculada
em todos os possiveis pares de pontos (z,y) de & e y, com base na amostra contida nos
vetores X e Y.

1 dEmp2 <— function(x,y,X,Y){

2 X1 < XJ[!is.na(X) & !is.na(Y)]

3 Y1 <—Y[!is.na(X) & !is.na(Y)]

4 p <— matrix(rep(0,length(x)*length(y)) ,ncol=length(y))

5 dim(x) <— c(length(x),1)

6 for (j in seq(1l,length(y))){

7 pl,j] < apply(x,1,function(r){length (X1[Xl=r & Yl=y[j]]) })/length(
X1)

8 }

9 return(p)

10 }

A.5 Funcao de distribuicao bivariada estimada pela dis-

tribuicao Normal

Funcao que retorna a matriz da funcao de distribuicao bivariada estimada pela Normal,
calculada em todos os possiveis pares de pontos (z,y) de x e y, com base na amostra contida

nos vetores X e Y.
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1 pNorm2 <— function(x,y,X,Y) {

2 X1 < X[!is.na(X) & !is.na(Y)]

3 Y1 <—Y[!is.na(X) & !is.na(Y)]

4 acumNorm <— function(x,y){

5 apply (cbind (x,y) ,1,function (w) {pmvnorm (lower=c(—Inf,—Inf) ,upper=c(w
[1] ,w[2]) ,mean=colMeans (cbind (X1,Y1)) ,sigma=var (cbind (X1,Y1)))})

}

7z <— outer(c(min(x)—-1,x),c(min(y)—1,y) ,acumNorm)

k <— z[nrow(z) ,ncol(z)]| — z[nrow(z) ,1] — z[1,ncol(z)]| + z[1,1]
z <— ztz[1,1]

10 z <— apply(z,1,function(w){ w—z[1,] })

11 7z <— apply(z,2,function(w){ w—z[,1] })

12 7z <— z[2:nrow(z) ,2:ncol(z)]/k

13 return(t(z))

14}
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A.6 Polindbmio de Bernstein bivariado

Funcao que retorna uma matriz do polinomio de Bernstein de ordem m para a aproxi-
mar a funcdo bivariada f calculada em todos os possiveis pares de pontos (z,y) de e y. A
fungdo f(x,y, X,Y) utilizada neste trabalho é a fungio obtida em A.4. Quando h& missing
e deseja-se estimar separadamente as marginais e a copula de Bernstein, o argumento cop
deve ser igual a TRUE. Se o0s vetores & e y nao contém todos os possiveis valores que X e Y

assumem, ¢ necessario inserir os limites no argumento lim.

1 pBern2 <— function(x,y,X,Y,m=c(trunc(length(X[!is .na(X)&!is.na(Y)]) /log(
length (X[!is .na(X)&!is .na(Y)]))) ,trunc(length(X[!is .na(X)&!is .na(Y)])/
log(length (X[!is.na(X)&!is.na(Y)])))),f=pEmp2, lim=NULL, cop=FALSE) {

2 if(length(m)==1) {m <- c¢(m,m)}

3 u<— seq(0,1, length.out=m|[1])

4 v <— seq(0,1, length.out=m|[2])

5 if(is.null(lim)) { lim <- c¢(min(x,na.rm-TRUE) ,max(x,na.rm=TRUE) ,min(y,na
.rm=TRUE) ,max(y,na.rm=TRUE)) }

6 if(cop){

7 x <— pBern(x,X,m=m[1], f=pEmp, lim=c(lim [1] ,lim [2]) )

8 y <— pBern(y,Y,m=m[2] , f=pEmp, lim=c (lim [3] ,1lim [4]) )

9 X <= pBern (X,X,m=m[1], f=pEmp, lim=c (lim [1] ,1lim [2]) )

10 Y <— pBern(Y,Y,m-m[2], f=pEmp, lim=c (lim [3] ,1lim [4]) )

11 puv <— f(u,v,X,Y)

12 )

13 else{

14 x <— (x — lim[1])/(lim[2]—=lim[1])

15 y <— (y — lim[3])/(lim[4]—-1lim [3])

16 puv <— f(ux(lim[2]—1lim [1])+lim [1],v*(lim[4]—1lim [3])+lim[3],X,Y)
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17}

18 m <— m-1

19 xy <— NULL

20 for(i in 1l:length(y)){

21 xy <— rbind (xy,cbind (x,y[i]))

2 )

23 M <— apply(xy,1,function(k) {t(as.matrix(dbinom(u+m[1] ,m[1], k[1]) ,ncol
=1))\%\*\%puv\%\*\%as . matrix (dbinom (vsm|[2] ,m[2], k[2]) ,ncol=1)} )

24  dim(M) <— c(length(x) ,length(y))

25  return(M)

26 }

A.7 Funcao de probabilidade estimada

Calcula a matriz correspondente & funcao de probabilidade bivariada com base na matriz

p correspondente a funcao de distribuicao bivariada.

1 p2d <— function(p) {
2  return(p — cbind(0,p)[l:nrow(p) ,l:ncol(p)] — rbind(0,p)[1:nrow(p) ,1:ncol
(p)] + rbind(0,cbind(0,p))[l:nrow(z) ,1:ncol(p)])

3}

A.8 Distancia de Aitchison

Calcula a distancia de Aitchison entre os vetores « e y, utilizando a correcao e.

1 aDist <— function( )

2 x <~ as.vector((xtepsilon)/sum(xtepsilon)
(( )
(

{

x,y,epsilon=(1/length (x)

)
)
3 y <— as.vector((y+epsilon)/sum(y+epsilon))
4 sqrt(sum(((log(x)—-log(y))-mean((log(x)-log(y)))) 2))
5

}

A.9 Graficos

Faz graficos de dispersao para representar as fungoes de probabilidade e de distribuicao
discretas, com a intensidade da cor variando conforme a altura da funcao. A matriz dxy
representa a funcao de distribuicao ou de probabilidade dos pares de pontos x e y. Os pa-
rametros hc e cc dizem respeito & cor dos pontos, pch a forma dos pontos (neste trabalho

foram usados 15=quadrado e 16=circulo) e cex é o tamanho dos pontos, que pode ser uma
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constante, indicando que os pontos terdo o mesmo tamanho, ou um vetor (min, mazx) indi-
cando que os pontos variam do tamanho min até o max de acordo com o valor de dxy. Os
demais parametros sao utilizados como nas rotinas graficas usuais (para maiores detalhes,

use help (par)).

1 Pontos <— function(x,y,dxy,add=FALSE, hc=0,cc=1,pch=16,cex=1.1,lab=c(length
(x) ,length(y) ,1) ,xlab=NULL, ylab=NULL, main=NULL, xlim=NULL, ylim=NULL) {

2 dxy <~ as.vector(dxy)

3 xy <— NULL

4 for(i in 1l:length(y)){

5 xy <— rbind (xy,cbind (x,y[i]))

6}

7 if(length (unique(dxy))==1){

8 if (unique(dxy)==0) {

9 print ("A matriz de frequéncias contém apenas zeros!")

10 return ()

11 }

12 else{

13 frc <— 0.5

14 cex <— mean(cex)

15 }

16}

17 else {

18 frc <— 0.8%I(dxy!=0)x*((dxy—min(dxy[dxy!=0]))/(max(dxy[dxy!=0])—min(dxy
[dxy!=0]))) +0.1%I(dxy!=0)

19 cores <— (1—frc)*I(frc!=0) + 1*I(frc==0)

20 }

21  if(length(cex)>1){

22 cex <— (max(cex ,na.rm=TRUE)—min(cex ,na.rm-TRUE) ) I (dxy!=0)* ((dxy—min(
dxy [dxy!=0]) )/ (max(dxy[dxy!=0])—min(dxy[dxy!=0]) ) )+min( cex ,na.rm=
TRUE) I (dxy !=0)

23}

24  if (add=—FAILSE){

25 plot (xy, col=hsv(hc,cc*I(frc!=0),cores) ,main=main ,pch=pch, cex=cex,
xlab=xlab , ylab=ylab, xlim=xlim, ylim=ylim ,6lab=lab, bg ="
transparent")

26}

27 else{

28 points(xy, col=hsv(hc,cc*I(frc!=0),cores) ,main=main, pch=pch, cex=cex,
xlab=xlab , ylab=ylab, xlim=xlim, ylim=ylim 6 lab=lab, bg ="
transparent")

29 }

30 require(aqfig)

31 co <— unique(cores)[unique(cores)!=1][order (unique(cores)[unique(cores)!
=1] ,na.last=NA, decreasing=TRUE) |

32  zl <— unique(dxy) [unique(dxy)!=0][order (unique(dxy) [unique (dxy)!=0],na.
last=NA) |
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33  vertical .image.legend( col=hsv(hc,cc,seq(max(co) ,min(co),length.out=
length(co)) ), zlim=range(zl) )
34 }

A.10 Distribuicao do Exemplo 1

Funcgoes para a construcao da fungao de distribuicao, da fungao de probabilidade e para

simular observagoes do vetor aleatorio (X7, Y;) descrito no exemplo da secao 4.2.

1 # Cdpula normal bivariada de pardmetro rho=0,7

2 myCop.normal <— ellipCopula (family = "normal", param = ¢(0.7), dim = 2)

3

4 # Distribui¢do bivariada myMvd.N com marginais X1 -~ Beta—Binomial (N=15,a
=5,b=5) e Y1 7 Binomial (N=10,p=0,5) e cépula normal

5 myMvd.N <— mvdc(copula = myCop.normal, margins = c¢("bb","binom") ,
paramMargins = list (list (N=15, u=5, v=5),list (size=10, prob=0.5)))

6

7 # Matriz pry.N que representa a funcdo de distribui¢dio conjunta de (X1,Y1)

8 x <— seq(0,15)

9y <— seq(0,10)

10 xy <— NULL

11 for (i in y+1){

12 xy <- rbind(xy,cbind(x,y[i]))

13 }

14 pxy.N <— pmvdc(myMvd.N,xy)

15 dim(pxy .N) <— c(length(x) ,length(y))

16

17 # Matriz que representa a fun¢do de probabilidade conjunta de (X1,Y1)

18 dxy.N <— p2d(pxy.N)

19

20 # Simulagio de 1000 observagies de (X1,Y1)

21 S1 <— rmvdc (myMvd.N,1000)

22

23 # Omissdo mos valores de X1 e Y1

24 X1 <— S1[,1]

25 Y1 <— S1][,2]

26 X1[601:800] <— NA

27 Y1[801:1000] <— NA

A.11 Distribuicao do Exemplo 2

Funcoes para a construcao da func¢ao de distribuicao, da funcao de probabilidade e para

simular observagoes do vetor aleatorio (Xs, Y2) descrito no exemplo da se¢ao 4.3.
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1 # Cépula de Gumbel bivariada de pardmetro theta=2

2 myCop.gumbel <— archmCopula(family = "gumbel", dim = 2, param = 2)

3

4 # Distribui¢dao bivariada myMvd.G com marginais X2 -~ Beta—Binomial (N=15,a
=0,85,b=1,1) e Y2 = Binomial(N=10,p=0,6) e cdépula de Gumbel

5 myMvd.G <— mvdc(copula = myCop.gumbel, margins = c¢("bb","binom") ,
paramMargins = list (list (N=15, u=0.85, v=1.1),list (size=10, prob=0.6)))

# Matriz pxy.N que representa a fun¢io de distribui¢do conjunta de (X2,Y2)
x <— seq(0,15)

y <— seq(0,10)

10 xy <— NULL

11 for (i in y+1){

12 xy <— rbind(xy,cbind(x,y[i]))

13 }

14 pxy .G <— pmvdc(myMvd.G,xy)

15 dim(pxy .G) <— c(length(x) ,length(y))

16

17 # Matriz que representa a fun¢do de probabilidade conjunta de (X2,Y2)
18 dxy .G <— p2d(pxy.G)

19

20 # Simulagdo de 1000 observagies de (X2,Y2)
21 S2 <~ rmvdc(myMvd.G,1000)

22

23 # Omissao nos valores de X2 e Y2

24 X2 <— S2[,1]

25 Y2 <— S2[,2]

26 X2[601:800] <— NA

27 Y2[801:1000] <— NA
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