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Resumo

RODRIGUEZ, J. N. C. Analise geoestatistica multi-pontos. 2013. 96 f. Tese (Doutorado)

- Instituto de Matematica e Estatistica, Universidade de Sao Paulo, Sao Paulo, Brasil, 2013.

Estimativa e simulacao baseados na estatistica de dois pontos tém sido usadas desde a
década de 1960 na analise geoestatistico. Esses métodos dependem do modelo de correlagao
espacial derivado da bem conhecida fun¢ao semivariograma. Entretanto, a funcao semivari-
ograma nao pode descrever a heterogeneidade geolégica encontrada em depoésitos minerais e
reservatorios de petroleo. Assim, ao invés de usar a estatistica de dois pontos, a geoestatistica
multi-pontos, baseada em distribui¢oes de probabilidade de multiplo pontos, tem sido con-
siderada uma alternativa confiavel para descricao da heterogeneidade geoldgica. Nessa tese,
o algoritmo multi-ponto é revisado e uma nova solugao ¢ proposta. Essa solugao ¢ muito
melhor que a original, pois evita usar as probabilidades marginais quando um evento que
nunca ocorre é encontrado no template. Além disso, para cada realizagao a zona de incerteza
é ressaltada. Uma base de dados sintética foi gerada e usada como imagem de treinamento. A
partir dessa base de dados completa, uma amostra com 25 pontos foi extraida. Os resultados
mostram que a aproximagcao proposta proporciona realizagoes mais confidveis com zonas de
incerteza menores.

Palavras-chave: geoestatistica, estatistica multi-pontos, simulacao estocéstica, arvore de

busca, imagem de treinamento, pizels, vozels, geometria aleatoria.



Abstract

RODRIGUEZ, J. N. C. Analysis of multiple-point geostatistics. 2013. 96 p. PhD thesis,
Institute of Mathematics and Statistics, University of Sao Paulo, Sao Paulo, Brazil, 2013.

Estimation and simulation based on two-point statistics have been used since 1960’s
in geostatistical analysis. These methods depend on the spatial correlation model derived
from the well known semivariogram function. However, the semivariogram function cannot
describe the geological heterogeneity found in mineral deposits and oil reservoirs. Thus,
instead of using two-point statistics, multiple-point geostatistics based on probability dis-
tributions of multiple-points has been considered as a reliable alternative for describing the
geological heterogeneity. In this thesis, the multiple-point algorithm is revisited and a new
solution is proposed. This solution is much better than the former one because it avoids
using marginal probabilities when a never occurring event is found in a template. Moreover,
for each realization the uncertainty zone is highlighted. A synthetic data base was generated
and used as training image. From this exhaustive data set, a sample with 25 points was
drawn. Results show that the proposed approach provides more reliable realizations with
smaller uncertainty zones.

Keywords: geostatistics, multiple-point statistic, stochastic simulation, search tree, trai-

ning image, pixels, voxels, random geometry.
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Capitulo 1

Introducao

Geoestatistica € um ramo da estatistica que une a teoria de variaveis aleatorias com a
teoria de varidveis regionalizadas gerando um novo conceito de funcoes aleatorias. Através
destas técnicas, dentre as quais se destacam a krigagem e a simulagao estocastica, é possivel
calcular um determinado valor de interesse, onde o valor esta condicionado aos dados exis-
tentes e a uma funcao de correlacao espacial entre estes dados. Portanto, incorpora-se uma
interpretacao da distribuicao estatistica dos dados no espago.

Assim, para entender a aparente aleatoriedade dos dados, mas com possivel estruturagao
espacial, estabelece, desse modo, uma funcao de correlagao espacial que representa a base
da estimativa da variabilidade espacial em geoestatistica, como mostrado nas equagoes (3.3,
3.4, 3.5 € 3.16) e da Figura 3.1.

Varias pesquisas em diversas areas da geociéncias demonstram que existe uma dependén-
cia espacial nos dados amostrados. Krige (1966, p. 22) avaliou dados de mineragao do ouro
utilizando trés estruturas, segundo um croqui de captura e disposicao da localizacao dos
dados. Esse autor fez a estimativa dos valores centrais de paneis de 100 pés quadrados, onde
os parametros sao ponderados por regressao linear miltipla através dos dados dispostos nos
croquis tipo (a), (b) e (¢), mostrado na Figura 1.1.

Da mesma maneira, Matheron (1971, p. 5) descreve a notagado mateméatica das varia-
veis regionalizadas e sua representacao das variagoes aleatorias e estruturais. Vieira et al.
(1981, p. 1046) estudam a variabilidade espacial da taxa de infiltracdo da precipitagao plu-
vial no solo (mm h™!), em uma &rea aproximada de 160 m X 55 m, contendo 1280 medi-
das amostradas, conseguindo com maior eficiéncia a estimativa de pontos nao amostrados
através o semivariograma experimental e a estimativa de valores pela Krigagem. Embora
seja necessario conhecer a variabilidade completa da variavel regionalizada, este fato deixa
complexo a representacao da variabilidade espacial através da mudanga da distancia, mas
desenhados pelo mapa de contornos!, como pode-se observar a distribuicao dos valores da
taxa de infiltracao com os dados krigados a partir do modelo de variograma estimado, ver

Figura (1.2). Trangmar et al. (1985, p. 49, 56 e 70) descrevem brevemente a teoria geoes-

1O mapa de contornos é conhecido como curvas de isovalores de uma funcdo de duas varidveis, sdo as
curvas com equagao f(z,y) = k, onde k é uma fungao constante (no contra-dominio de f).



2 INTRODUCAO 1.0

tatistica e sua aplicagao pratica na anélise da variacao e classificacao de solos; todas estas
pesquisas demonstram a necessidade de considerar na estimativa a dependéncia espacial, ou
seja, num certo dominio, a diferenca dos valores de determinada propriedade pode ser ex-
pressada como uma funcao da distancia de separacao dos pontos mensurados. Assim, quando
uma propriedade varia de um local para outro com algum grau de continuidade, expressa
pela correlacao espacial, a geoestatistica permite uma visao espacial util ao planejamento e
ao controle das informagoes. De forma mais abrangente e completa, a teoria de varidveis re-
gionalizadas e as aplicagoes geoestatisticas sdo dadas por David (1977), Journel e Huijbregts
(1978), Clark (1979), Isaaks e Srivastava (1989), Goovaerts (1997) e Olea (1999).

200" 50 50'
100’
X > 100 B X XXX
¢ 50 ) 100
- 3 X X,
]l 8|  x g X
L(O) X3 Xs
3 — X = X | X X,
Configuragdo (a) Configuragéo (b)
400"
X10 X9
X, X,
100"
3 100" 50 X 50’ 100'
< 1
X, X,
X, Xy

Configuragéo (c)

Figura 1.1: Trés estruturas de dados, configuragoes (a), (b) e (c) utilizados para estimativa
dos parametros do modelo de regressao linear multipla, onde é utilizado para estimativa de
valores dos blocos centrais de 100" x 100. Graficos segundo de Krige ( 1966, p. 22).
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24 metros I

8,25 metros I 8,25 metros I
(a) Mapa de contorno construido com 1280 (b) Mapa de contorno construido com 1280
amostras da raz&o de precipitagéo pluvial amostras e mais 800 amostras krigadas da
(mm/hr). Com intervalo de contorno 2. razdo de precipitagdo pluvial (mm/hr). Com

intervalo de contorno 2.

Figura 1.2: Mapa de contornos (a) e (b) da taxa de infiltragao da precipitacao pluvial no solo
(mm h™') localizado numa area de 8800 m? da Universidade de Califérnia. Graficos segundo
Vieira et al. (1981).

A modelagem geoespacial permite a descricao quantitativa e qualitativa da variabilidade
espacial dos atributos de interesse sobre uma determinada area ou superficie e a estimativa
nao tendenciosa de variancia minima de valores desses atributos em locais nao amostrados.
Acessar essa variabilidade, faz da geoestatistica uma eficiente ferramenta de suporte a dife-
rentes areas tais como na medicina, biologia, agricultura, meio ambiente, dentre outras e em
especial na geologia, auxiliando nos calculos de reservas minerais na subsuperficie. Diversos
sao os métodos geoestatisticos utilizados no processo de geracao desses mapas, entretanto,
uma vez que os dados foram coletados em niimero razoavel de pontos amostrados, é pequena
a diferenca em eficiéncia de um método para outro. Mas, para diminuir o erro de estimativa
deve-se analisar e planejar o ntimero de coletas de dados através da relagdo custo/benefi-
cio, pois um grande nimero de pontos amostrados, aumenta o custo da operacao e pode
inviabilizar a implantagao do processo.

Para a aplicagao das técnicas geoestatisticas, necessita-se, primeiramente, detalhar a
area onde serd implantado o estudo. Para tanto, todas as informacoes devem ser conheci-
das e localizadas através de um processo de amostragem dentro de uma regiao geogréfica
definida. Esse processo é viabilizado pela implantacao de um sistema de coordenadas locais
ou geograficas, onde cada atributo ou caracteristica de interesse coletada, sendo estas, in-
formagoes quantitativas e/ou qualitativas associados a um ponto no espago vetorial em R?
ou 3. Essas informacdes podem ser obtidas por meio de coleta in situ, mapas tematicos,
imagens de satélite ou fotografias aéreas. Para referenciar essas informacoes, comumente
utiliza-se o GPS (Sistema de Posicionamento Global), ou de forma mais simplificada através

da topografia convencional, obtendo coordenadas locais. Continuando com os avancos da
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tecnologia, muitos softwares foram criados para dar suporte ao processamento das informa-
¢oes e ao fornecimento da variabilidade espacial dos atributos do solo e suas inter-relagoes
com o meio, entre os softwares mais utilizados, tem-se o GeoVisual, ArcGIS, Isatis, Oasis
Montaj (Geosoft), Datamine, GSLIB, Gemcom, SGeMS, PostGIS e muitos outros softwares
comerciais e livres. Nem sempre os software geoestatisticos sao implementados com o padrao
de distribui¢ao apresentado pelas variaveis, como os métodos geoestatisticos de interpolagao,
a que nao necessariamente apresentam propriedades 6timas de estimativas em dados espar-
sos, desta forma, apresenta-se, aqui, uma alternativa a essas estimativas, em especial o da
krigagem indicatriz. Desta forma, apresenta-se, aqui, uma alternativa a essas estimativas.
E muito comum encontrar trabalhos assumindo variabilidade espacial sobre a base da
estatistica de dois pontos em um modelo geoestatistico, ao invés de assumir variabilidade
espacial com distribuigoes de probabilidade com mais de dois pontos. Portanto, o objetivo
desta tese é estudar a metodologia da geoestatistica multi-pontos para variaveis aleatorias
discretas, incluindo a anélise da estimativa e a anélise de diagnoéstico do método, e, desta
forma, viabilizar a aplicabilidade dos procedimentos e algoritmos, desenvolveu-se um pro-

grama para utilizar esta metodologia de abordagem geoestatistica.

1.1 Objetivos

A proposta deste trabalho é:

e Propor uma nova metodologia sobre as propriedades da geoestatistica multi-pontos,
para variaveis aleatorias qualitativas e estendida para variaveis aleatorias quantitativas

discretizadas para qualquer func¢do de probabilidade (fp);
e Implementar o algoritmo multi-pontos e procedimentos no software educacional R;

e Avaliar e estudar as propriedades dos resultados estimados desde a imagem de treina-

mento no template de busca selecionado (ver segao 3.6);
e Mapear a zona de incerteza da realizagao multi-pontos;

e Estudar a incerteza espacial do algoritmo apresentado, comparando com a tradicional
técnica de krigagem indicatriz quadratica, como uma forma de validagao das interpo-

lagoes estimadas pela geoestatistica multi-pontos.

1.2 Suporte computacional

A linguagem de programacao R (versao 3.0.0 RC) constitui a plataforma computacional
utilizada no desenvolvimento desta tese, que esta disponivel gratuitamente em http: //www.
r-project.org/. O R foi criado originalmente por Ross Thaka e por Robert Gentleman no

departamento de Estatistica da Universidade de Auckland, Nova Zelandia em 1993, e desde


http://www.r-project.org/
http://www.r-project.org/

1.2 SUPORTE COMPUTACIONAL )

meados de 1997 a equipe é composta por um corpo colaborativo de pesquisadores em varios
lugares do mundo.

Esta linguagem permite a implementacao de técnicas estatisticas, mateméaticas e geoes-
tatisticas com precisao e eficiéncia, o que tem contribuido para sua ampla utilizacao no
campo da estatistica computacional. Utilizou-se também diferentes pacotes tais como: rgl,
geoR, sp, kinship2, RODBC, foreign, vegan, mvpart, Rniftilib, MASS, AnalyzeFMRI, tcltk,
fastICA, shapefiles, graphics, RODBC, MASS, gstat, xlsx, gmodels, XLConnect, entre outros
ambientes bésicos integrados na inicializa¢ao do programa, R (2013).

R é um importante e poderoso veiculo de anélise interativa de dados que, devido & sua
crescente utilizagao nos meios académico e empresarial, nao poderia deixar de implementar-
se a metodologia da geoestatistica multi-pontos, permitindo desta forma o acesso ao open
source? e seus respectivos conjuntos de bibliotecas (packages®), onde profissionais de dife-
rentes lugares podem usufruir deste novo recurso.

Ademais, utilizou-se os programas de ArcGis 10.1, Geosoft 7.5, GeoVisual 4.0 do Labo-
ratorio de Informatica Geologica do Instituto de Geociéncias da Universidade de Sao Paulo
e o sistema de processamento de texto IXIEX. Para estudo de simulacao utilizou-se um desk-
top com processador Intel(R) Core(TM) i7-2600K, CPU 3.4 GHz, 8 GB de memoria RAM,
sistema operacional de 64 Bits, Windows 7 Pro, patriménio USP-IGc 044.011757.

2Codigo fonte aberto.
3Pacotes de programas.
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A metodologia geoestatistica baseia-se na modelagem de uma funcao de correlacao espa-
cial, denominada variograma, a qual é utilizada posteriormente na solucao de problemas de
estimativa, por meio da krigagem, ou em problemas de simulacao estocéstica, por meio de
diversos algoritmos, tais como métodos de bandas rotativas, sequenciais etc. Estes trabalhos
foram iniciados por Krige (1951, p. 119 a 139) e conceituados nos diferentes trabalhos por
Matheron (1962, 1963, 1965, 1971, 1973) com a finalidade de fornecer estimativas precisas
dos teores locais sobre os blocos de mineracao, acabou desenvolvendo a formalizacao da
metodologia geoestatistica. No entanto, sua aplicagao estendeu-se a muitas areas do con-
hecimento, tais como a agricultura, meio ambiente, industria petrolifera dentre outras e em
especial na geologia e geofisica.

A simulagao estocéstica foi introduzida por Matheron (1973, p. 442, 443 e 450) ao definir
as propriedades da fungao aleatoria intrinseca (IRF, mais conhecidas como variavel regiona-
lizada) sobre o espago de medida /\ e M., onde descreve os melhores estimadores para k-IRF
com uma covarianca generalizada e propoe o método de bandas rotativas (Turning Bands),
que consiste em fazer estimativas para espacos tri-dimensionais através da simulagao de lin-
has de dados no espago uni-dimensional. Journel (1974, p. 675 e 679) introduz a teoria da
simulagao condicional e estuda a deformacao da parte estrutural do variograma sobre a lei do
processo gaussiano (teorema do limite central), substituindo pela fun¢do do espago esférico
e/ou exponencial, para entao corrigir os efeitos de suavizac¢ao e procedimentos de krigagem,
permitindo a reproducao da varidncia espacial previsto pelo modelo de variograma, assim
como mostrado na Figura (2.1), onde observa-se uma diferenga na parte estrutural entre os
modelos de variogramas: exponencial, gaussiano e esférico.

Srivastava (1992, p. 928 e 932) gerou diferentes realiza¢oes para a permeabilidade de um
perfil de um pocgo de petroleo com profundidade entre 6300 m a 6550 m, desde uma dis-
tribui¢ao de probabilidade condicionada a uma localizagao u e simulando variareis categori-

cas espaciais para duas litologias, areia e xisto!, em dois pocos distantes a 2000 m. Desta

1Xisto é conhecido como Schist em inglés é o nome genérico de varios tipos de rochas metamorficas
identificaveis por serem fortemente laminadas, apresenta aspecto nitidamente cristalino, e tem foliagao mais
ou menos nitida como resultado das fortissimas pressoes a que a rocha é sujeita.
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forma, o reservatorio foi caracterizado com maior precisao, entre 145,4 a 204 milhoes de
metros ctbicos de hidrocarbonetos contidos em rocha reservatério. Goovaerts (1997, p. 369
a 436) compila varias metodologias de simula¢ao geoestatistica, sendo a base para muitas
aplicagoes atuais geoestatisticas. Entre os algoritmos de simulagao mais utilizados (Deutsch,
2002): annealing, variaveis categoricas, p-field, sequencial gaussiana e sequencial indicatriz.

Chiles e Delfiner (1999, p. 449 a 568) revisam as diferentes técnicas de simulagao condi-
cional, assim como a simulagao de bandas rotativas, simulagao condicional direta de variaveis
continuas e simula¢do baseada em objetos (modelo booleano). Toda simulagao estocastica
fornece a capacidade de gerar multiplas realizagoes equiprovaveis, dando inicio a ideia da
avaliagao da incerteza espacial em dados regionalizados dado por Journel e Huijbregts (1978,

p. 410) ao definir a estimativas da variancia global.

2Y(h)4

3

2y(h) = C(0) + C(h) [—)

AYEYARAY I
a 5 a . para h < a

Esférico

2C(h)#2C(0) |- - - - oo

2C(h)

Modelo Gaussiano

F R 2
2y(h) = C(0) + C(h) |:l — exp (*%) }
1

a, = alcance a,

;
2y(h) = C(0) + C(h) [1 —exp <*+)}
as,

2C(0)
Efeito de pepita

>
I

Distancia h

Figura 2.1: Modelos de variogramas: exponencial (verde), gaussiano (azul) e esférico (ver-
melho), onde 2 (h) é o variograma em fungao da distancia entre dois pontos no espago
(h). E a1 e ay amplitudes ou alcances, C'(0) a variancia aleatoria ou efeito pepita, C(h) a
variancia espacial, 2 C'(h) + 2C(0) o patamar. Grafico modificado de Journel (1974, p. 679).

Diferentes abordagens de simulagao tém sido elaboradas na tentativa de integrar dados
dindmicos sobre estruturas de modelos de subsuperficie Descreve-se a seguir os diferentes
métodos de simulagao e que ainda sao utilizados como, por exemplo, a metodologia baseada
em gradiente estudados por Anterion et al. (1989, p. 340); assim como o método de ponto
piloto estudado por Certes e De Marsily (1991, p. 288), LaVenue e Pickens (1992, p. 1544) e
RamaRao et al. (1995, p. 476). O método de simulagao sequencial de auto-calibracao foi pro-
posto por Gomez-Hernandez et al. (1997, p. 164). Os métodos de simulagdo de Monte Carlo
sobre campos markovianos binarios em arranjos hexagonais usando um campo aleatoério
de Markov foram inicialmente estudados por Tjelmeland (1996, p. 2 do capitulo III) e em
Tjelmeland e Besag (1998, p. 417), embora a técnica tenha uma restri¢ao tedrica definida
para qualquer estatistica multi ponto consistente, esta nao converge de forma satisfatoria

para aplicagoes 3D, assim como mostra-se na Figura (2.2).
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Semelhantemente, a simulagao de deformagao gradual proposto por Roggero e Hu (1998,
p. 222), onde sugerem que os campos de permeabilidade possam ser condicionados aos dados
reais, como os dados dindmicos em um sentido probabilistico, utilizando uma formulagao
bayesiana para a integracao dados secundéarios.

Métodos de classificagdo propostos por Arpat (2005, p. 134), através do algoritmo SIM-
PAT?, e a metodologia proposta por Breiman et al. (1984, p. 18) no programa computacional
de arvores de regressao e classificagdo baseados em rede neurais (CART), permitem a repro-
dugao (similar) de eventos por interpolacao dos dados encontrados.

A simulacdo annealing® usada para reproduzir certas geoestatisticas multi-pontos, pois
sao previamente simulados a partir de uma imagem de treinamento com restrigoes especificas
conforme uma funcao objetivo para cada realizagao multi-ponto. Além do fato de que s6
poucas estatisticas podem ser simultaneamente consideradas por tais restrigoes, a simulacao
annealing tem problemas de convergéncia relacionado a dificuldade de selecionar o melhor
conjunto de parametros, demonstrados por Farmer (1992, p. 23) e Deutsch (1992, p. 53).

Um ramo da simulacao estocastica afastou-se do variograma e da metodologia de kri-
gagem, quando, pela primeira vez, através da elaboracao do algoritmo booleano baseado
em objetos (blocos, vozels), foram introduzidos por Stoyan et al. (1987, p. 67) onde apre-
sentam resultados do método de geometria estocéstica e estatisticas espaciais, incluindo as
teorias bésicas de processos pontuais, conjuntos aleatorios, fibras e processos de superficie,
mosaicos aleatorios, estereologia e a teoria estatistica de imagens sobre modelo Booleano.
Haldorsen e Damsleth (1990, p. 405) discutem a importancia e a necessidade de introduzir
estudos relacionados a quantificagao das incerteza geologica em fraturas e canais, e na avali-
acao de incertezas na quantificagao de reservatorios de petroleo e gés natural, como uma
tentativa de reproduzir caracteristicas paramétricas da subsuperficie.

Inicialmente, Srivastava (1992, p. 928 e 932) com sua simulagao estocéstica da funcao de
probabilidade condicional (fpc) na localizagao u, exige muito tempo de processamento nestas
simulagoes, porque a imagem completa de treinamento tem que ser examinada novamente
a cada n6 nao amostrado, desta maneira, ele deu o primeiro passo para o inicio de muitas
pesquisas relacionados a este tema.

Posteriormente, Caers e Journel (1998, p. 323) desenvolvem a metodologia generalizada
para a simulagao estocastica de imagens através de redes neurais artificiais utilizando a
distribuicao condicional local e o amostrador de Metropolis-Hastings, onde este algoritmo
produz resultados razoavelmente bons, no entanto, continua sendo de natureza iterativa, e
assim demandard sempre tempo de processamento e estaréd propenso a problemas de con-

vergéncia. Além disso, questoes relacionadas com a arquitetura da rede neural tornam dificil

20 objetivo principal do algoritmo SIMPAT é reproduzir padrdes realisticos geolégicos limitados aos
dados, mas nao avalia a incerteza.

30 nome simulacdo annealing aplica-se apenas aos métodos de relaxamento estocasticos, no entanto,
0 uso comum do nome é usado para descrever toda a familia de métodos que se baseiam no principio de
relaxamento estocastico para uma boa aproximacao da fungdo de probabilidades num espaco determinado,
solucionando o problema de optimizacao global.
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Figura 2.2: (I) Modelo de busca sobre um arranjo hexagonal.

(IT) 26 distintas configuragoes encontradas sobre a imagem de estudo.

(ITI) (i) Imagem em estudo, (ii) Imagem reconstruida através do algoritmo MCMC com
amostrador Metropolis correspondente ao estimador de méxima verosimilhanca, (iii) Imagem
reconstruida através do algoritmo MCMC com amostrador Metropolis correspondente ao
estimador posteriori marginal. Graficos extraido de Tjelmeland e Besag (1998, p. 418, 419,
426).
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o ajuste do modelo para estruturas geologicas na forma da estatistica multi-pontos (MPS).
Srinivasan e Caers (2000, p. 2) propuseram um procedimento baseado em rede neural da
geoestatistica multi-pontos (5-pontos), modelando a média da permeabilidade sobre a vizi-
nhanca do poco, filtrando as informagoes relacionadas a permeabilidade do campo segundo
o fluxo de resposta dos dados.

Na década passada, Strebelle (2002, p. 3) propos o uso de uma estrutura de dados de
forma especial, introduzindo a terminologia da estatistica multi-pontos e introduz o conceito
de uma arvore de busca imbricada, onde assume as probabilidades condicionais diretamente
a partir de uma imagem de treinamento, permitindo o uso da metodologia geoestatistica
multi-pontos e reproduzindo padroes e estruturas geoldgicas. As vantagens desta abordagem
sobre o método Booleano baseado em objeto, incluem o processo nao-iterativo de pixels e a
facilidade de integragao de dados de diferentes procedéncias e tipos, ganhando deste modo
tempo de processamento e convergéncia.

Atualmente, os componentes basicos que caracterizam a aplicacao da geoestatistica multi-
pontos continuam sendo os principais focos de pesquisa e sao constantes os esforcos de de-
senvolvimento para definir uma metodologia mais consolidada e pratica. Estes componentes
incluem, entre outros, a geracao ou aquisi¢ao de representagoes espaciais numéricas a serem
usadas para as imagens de treinamento. A definicao ideal para a aquisicao de modelos é
capturar a informacao condicional a partir da imagem de treinamento e o desenvolvimento
de sistemas computacionais que tornam a aplicacao mais pratica e conveniente. Uma preocu-
pacao generalizada sobre a escolha do melhor modelo espacial leva a elaboragao de diversas
pesquisas sobre a dependéncia de modelos simulados pelas imagens de treinamento.

Os métodos das imagens de treinamento e as geoestatisticas multi-pontos se desen-
volveram associados a capacidade computacional e técnicas de escaneamento, dos quais se
obtinham os valores dos nos da grade. A arvore de busca, técnica de escaneamento de imagem
de treinamento proposta por Strebelle (2002), permitiu uma ampla aplicagao da geoestatis-
tica multi-pontos. Na abordagem através da arvore de busca, as estatisticas escaneadas sao
gravadas sobre uma estrutura de dados dindmicos, onde sao armazenadas informagoes im-
bricadas com o nimero de resultados dos eventos (probabilidades conjuntas). Devido a isto,
neste trabalho, estudaremos as propriedades e as vantagens que traz esta metodologia, assim
também como sua implementacao mediante o software R.

Nesta ultima década, como anteriormente descrito, muitos trabalhos foram realizados
utilizando a metodologia da estatistica multi-pontos mostrando diversas aplicagoes, limita-
¢oes e inovagoes da MPS, mas até o momento, nao houve a construcao de uma estatistica
que mensure as incertezas das simulagoes geradas pela metodologia, portanto, propoe-se a

construgao de estatisticas para calcular as zonas de incertezas sobre as simulagoes da MPS.



Capitulo 3
Conceitos

Esta secao apresenta uma descricao da terminologia e metodologia que sera utilizada

para o desenvolvimento do presente trabalho.

3.1 Terminologia geoestatistica

O conhecimento da variabilidade espacial de uma variavel aleatoria discreta ou continua
¢ a etapa fundamental para aplicar as ferramentas de estimativa por meio da Krigagem or-
dinaria, que é o variograma. A origem das ideias foram desenvolvidas por Matheron (1971,
p. 50) e sua escola de geoestatistica na Franga, onde providencia a generaliza¢ao para pro-
blemas de suavizacao e interpolacao de superficies espaciais desde a teoria de predi¢ao em
séries temporais de Wiener-Kolmogorov, introduzindo a nogao de variaveis regionalizadas,
S(u), como o valor S de uma caracteristica de um fendmeno geologico na localizagao w.
Portanto, S(u) serd a denominacgao da variavel de interesse neste trabalho.

Nas proximas sec¢oes serao fornecidas as definicoes de propriedades geoestatisticas e a

incorporacao da terminologia das geoestatisticas multi-pontos e seus paradigmas.

3.1.1 Terminologia e notacgao

Para a formagao basica de um modelo geoestatistico é necessério incorporar pelo menos

dois elementos:

1. Um processo estocastico com valor real {S(u) : u € A}, onde A pode estar em R¢ no
espaco d-dimensional e u refere-se ao vetor localizagao. Especificamente, quando d = 1,
A C R esta no espaco unidimensional ou quando d = 2, A C R2 no espaco vetorial de
2 dimensdes (no plano) ou quando d = 3, A C R3 espago vetorial de 3 dimensdes (no

espago), onde, 3 serd o foco do trabalho;

2. E uma distribuigdo multivariada para a variavel aleatoria Z = (Zy, Zs, . . ., Zn)T condi-
cionada a S(-), onde, Z; = S(u;), com i = 1,...,n. Mas, é importante preservar a

distingao entre o valor observéavel Z; e o nao observavel ou processo latente S(u).

11
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Considerando o descrito nos itens acima, pode-se definir um modelo geoestatistico es-

tocéstico, a seguir, a definicao de variograma.

3.1.2 Variograma

Com o variograma reconhecem-se anisotropias!, quando os variogramas se mostram dife-
rentes para diversas dire¢oes de linhas de amostragem, como também se obtém uma ideia da
variabilidade a pequenas distancias quando o variograma experimental nao for totalmente
aleatorio.

A funcdo variograma 2v(h) é definida como a esperanga matematica do quadrado da
diferenga entre as variaveis Z(u + h) e Z(u) separados por uma distancia h, conforme a
seguinte expressao:

29(h) = B{[Z(u+h) - Z(w)]*}, (3.1)

uma estimativa da fungao 2v(h) pode ser estimado pelo método dos momentos, a qual pode

ser estimado segundo Journel (1989, p. 6-7) por:

"(h)
() = 3" [Z(ut h) — Z()]?, (3.2)

O
onde, ngp,) ¢ o nimero de pares de pontos separados por uma distancia h, Z(u) é o valor
da variavel no espago d-dimensional no ponto u, e Z(u + h) é o valor da variavel no espago
d-dimensional no ponto u+ h. O termo variavel regionalizada escolhido por Matheron (1965,
p. 1) para enfatizar as feigdes particulares dessas variaveis, assim como na estatistica pode-se
definir a média (3.3), a variancia (3.4) e covariancia (3.5) de uma variavel regionalizada, de

acordo com as seguintes relagoes:

p=E[Z(u)], (3.3)
Var (2] = E{[Z(u) -} (3.4)
C(h) = E[Z(u+ h).Z(u)] — u°. (3.5)

A variancia Var [Z(u)] em notagdo geoestatistica é conhecida como C(0), ou seja, a
covariancia para a distancia nula, h = 0.
Continuando com a equagao (3.1), pode-se definir a fungao variograma 2vy(h) em termos

de variancia C'(0) e de covariancia C'(h), de acordo com o seguinte desenvolvimento:

! Anisotropia é a propriedade de dependéncia direcional em relacdo as propriedades fisicas e mecanicas de
um material (absorgao, refracgao, condutividade, resisténcia a tracgéo, etc.) onde pode ter variagoes graduais
numa diregao e rapida ou irregular em outra. De maneira oposta, a Isotropia é a propriedade que apresenta
o mesmo valor e intensidade, independente de diregao e sentido, Duarte (2003, p. 10 e p. 128). Estes termos
sao muito utilizados na mineralogia, 6ptica, resisténcia de materiais, geologia e informatica.
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2v(h) = E [Z*(u+ h) — 2Z(u+ h).Z(u) — Z*(u)] , (3.6)

ou seja
2v(h) = E [Z*(u+h)] —2E[Z(u+ h).Z(w)] + E [Z*(u)] . (3.7)

Primeiramente, desenvolvendo-se a expressao da variancia através da covariancia C(h)

quando h = 0, tem-se:

C(0) = E[Z(u) — p]?, (3.8)
C(0) = E [Z%(u) — 2Z(u).p + 1*] (3.9)
C(0) = E [Z°(v)] — 2u.E [Z(u)] + 112, (3.10)

como E [Z(u)] = p definido em 3.3, tem-se,

C(0) = E [2(w)] — 2qupu+ 1 = B [2°(w)] — 17 (3.11)

ou

E [Z%(u)] = C(0) + . (3.12)

Admitindo-se a estacionariedade, ou seja, que a média do quadrado da variavel regiona-

lizada no ponto (u) é igual a variavel regionalizada no ponto (u + h):
E[Z*u)] = E [Z*(u+h)]. (3.13)
Substituindo-se (3.5), (3.12) e (3.13) em (3.7), a fungao 27(h) fica:
2v(h) = C(0) + pi* — 2 [C(h) + p*] + C(0) + 112, (3.14)

entao,

2y(h) = 2C(0) — 2C(h), (3.15)

portanto, a fungao y(h) é denominada funcdo semivariograma que é a metade da fungao
variograma:

+(h) = C(0) — C(h). (3.16)

3.1.3 Caracteristicas e propriedades do variograma sob suposicao

de estacionariedade

Com o variograma, assim como descrito em (3.15), as variaveis regionalizadas sao baseadas

nos seguintes pressupostos:
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e Ergodicidade: dentro do dominio do espaco amostral gerado por todas as realiza¢oes
possiveis, a esperanca referente a média nas realizacoes serd igual a média de uma

tinica realizagao;

e Estacionariedade: ¢ quando o fendmeno em estudo é dito homogéneo, sendo que
dentro do espago em que se pretende fazer estimativas, e por conveniéncia, assume-
se que os valores da area de interesse nao apresentam tendéncia que possa afetar os
resultados e assim a preocupacao sera apenas com a variancia das diferencas entre

valores das amostras;

e Hipoétese intrinseca: ¢ quando as diferengas entre valores apresentam fraco incre-
mento, isto é, as diferengas sao localmente estacionéarias determinadas apenas pela
orientacao espacial relativa dessas amostras, focando apenas na média e na variancia
das diferencas, o que significa que esses dois paradmetros dependem unicamente da

orientagao.

Veja na Figura (3.1) as propriedades do variograma com seus principais parametros que

descrevem o comportamento espacial das variaveis regionalizadas.

A
2Y(h)
Dominio estruturado Dominio aleatorio
Variancia maxima
2C(AA2C(0) |-« v oo  Patamar

2C(h)
2C(0)

Efeito de pepita >

a = alcance Distancia h

Figura 3.1: Variograma e seus parametros: a (amplitude ou alcance), C'(0) (variancia
aleatoria ou efeito pepita), C'(h) (variancia espacial), 2C'(h) + 2C(0) (patamar). Fonte:
Yamamoto (2001, p. 78).

Desta forma, observa-se que as caracteristicas e propriedades do variograma sao definidas
para variaveis quantitativas continuas e discretas e nao para variaveis qualitativas, portanto,
aborda-se a seguir uma alternativa a metodologia geoestatistica multi-pontos para as varia-
veis espaciais qualitativas utilizando a krigagem indicadora.

Desta forma, observa-se que as caracteristicas e propriedades do variograma sao definidas

para variaveis quantitativas continuas e discretas e nao para variaveis qualitativas, portanto,
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aborda-se a seguir uma alternativa para as variaveis espaciais qualitativas utilizando as

metodologias da krigagem indicadora e em (3.3) a geoestatistica multi-pontos.

3.2 Krigagem indicadora

O enfoque da tese é definir areas com maior ou menor probabilidade onde um determi-
nado evento ocorra através do estudo das variaveis categoricas, ao invés de estimar um de-
terminado valor. Entretanto, na krigagem ordinéria, as variancias sao condicionadas apenas
pelo arranjo geométrico dos pontos e independente dos valores das amostras. Estes valores
nao apresentam medidas de exatidao da estimativa local, portanto, existe a necessidade de
trabalhar com a metodologia krigagem indicadora (KI), usando informagdes do modelo de
variograma.

A KI é entendida como uma técnica de anélise de regressao que procura minimizar a
variancia estimada a partir de um modelo prévio considerando a dependéncia estocastica
entre os dados distribuidos no espaco. Assim, a variancia da KI considerando o estimador
linear nao-viesado (ELNV) sera utilizada para definir intervalos de confianca, da mesma
maneira como ¢é utilizada para os modelos gaussianos.

O conceito inicial foi apresentado por Journel (1982, p. 795 e 1983, p. 447) como uma
proposta para construir uma fungao de distribui¢do acumulada (fda) para a estimativa de
distribuicoes espaciais. O conceito da transformacao indicadora e os variogramas das indi-
cadoras acabam simplificando a modelagem.

A seguir a descri¢ao da KI que sera utilizada ao longo deste trabalho.

3.2.1 Funcao indicadora
Seja S(u) uma variavel aleatoria (VA) com k categorias, na localizagao u, onde a funcao

indicadora para a k-ésima categoria seré definida como:

1 se a categoria k esta presente na localizacdo u;, em S(u;)
7

(3.17)

I(S(uq); k) :{

0 se a categoria k nao esta presente na localiza¢ao wu;, em S(u;)

onde, 7 =1,...,n.
A fungao indicadora I (S(u;); k) é também conhecida como variavel de Bernoulli?, nessas
condigbes a v.a. I (S(u;); k) tem distribuigdo de Bernoulli, e sua fun¢ao de probabilidade

para cada ¢ é dada por:

PI(S(uw):k)=0]=pt 1—p)'", £=0, 1. (3.18)

2 A variavel Bernoulli definida dentro do espago amostral {0, 1} com localizagao u;, e com suas respectivas
fungoes de probabilidades, definidas como P [I (S(u;); k) = 1] = pr e P[I(S(u;);k) =0] = 1 — pg. O nome
da distribuicao se refere ao cientista sui¢go Jakob Bernoulli.
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Desta forma, encontra-se a esperanca matematica (3.21) e a variancia (3.27) da variavel
I (S(u;); k), dada por:

E(S(u)i k)] = (I(S(wi);k) =1) x P[I(S(w);k)=1]+
(£ (S(us); k) = 0) x P[I(S(u;); k) = 0] (3.19)
= 1Xpe+0x(1—pp) (3.20)
EI(S(uw);k)] = pi (3.21)

onde, o py da fungado indicadora pode ser obtida pela razao py, = fi/N, onde f é a frequéncia
da k-ésima categoria e N = Zszl fr € o namero total dentro do dominio.

E a variancia da funcao indicadora é

VIL(S(uw);k)] = B[I(S(w);k) —pil* (3.22)
= E[I*(S(uwi)ik) =2 pi I (S(u;); k) + ] (3.23)
= E[I(S(w);k)] —2px E[I(S(u;); k)] + p; , como I (S(u;);k) ¢ (3.24)

definida como uma v.a. Bernoulli, entdo 1% (S(u;); k) = I (S(u;); k).

= o — 2pepe + Di (3.25)
= pr — D} (3.26)
VII(S(w)ik)] = pe (1= pi). (3.27)

Na expressao (3.27) apresenta-se a variancia para a k-ésima categoria, sendo o produto
das proporgoes entre a frequéncia da k-ésima categoria pela frequéncia das diferentes k-
ésimas categorias. Assim, quando se trabalha com variavel categorica pode-se obter as K
fungoes indicadoras seguindo a generalizacao da distribuicao de Bernoulli.

Leuangthong et al. (2008, p. 137) descrevem que estas fungoes indicadoras sdo varié-
veis aleatorias mutuamente exclusivas, cumprindo com Z,I::l I(S(u;); k) =1, confirmando,
assim, que a distribuicao categoérica é um caso especial da distribuicao multinomial.

De acordo com Kader e Perry (2007, p. 11) utilizando a expressao (3.27) pode-se obter
o coeficiente de diversidade (unalikeability) para todas as K categorias, que é definido como

o coeficiente que compara possiveis proporcoes diferentes, representado por:

K

pr =Y pe (1—pi). (3.28)

k=1

3.2.2 Krigagem Indicatriz

A metodologia da krigagem indicadora é o interpolador mais comum na estimativa de

uma categoria k para uma localizacao u nao amostrada, definido como:
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Tier (S(uo); k) = Z Al (S(ui); k), (3.29)

onde, \; é o peso assinalado a cada uma das variaveis aleatérias pelas n fungoes indicatrizes
vizinhas ao ponto ug.

Seja A, um dos valores da variavel aleatoria S(u) = k, onde k = A, podendo ser A =
1,2,..., K, a probabilidade de que o evento A na localizacao u ocorra, seré estimada pelas

meédias, assim como descrito na equagao (3.29), mas substituida pela expressao:

Ter (S(uo); k) = P (S(uo); k = A). (3.30)

Também pode-se calcular a incerteza associada com a estimativa da funcao indicadora

I, (3.28), como segue:

n

53 (S (uo); k) = ) A [ (S(wi); k) — Ly (S (uo); BT, (3.31)

i=1
que ¢ a variancia da interpolacdo proposta por Yamamoto (2000, p. 491), onde Y, A; = 1.

Reescrevendo esta expressao tem-se:

5 (S(uo); k) = Z NI? (S (ui): k) = [Ty (S(uo); )] (3.32)

Desde que, Y 7 NI? (S(w); k) = S0 Ml (S(w); k) a variancia de interpolagao fica

CO1mo:

st (S(uo); k) = Tiey (S(uo)i k) — [Tier (S(uo); k) = Tiey (S(uo)i k) (1= Iy (S(uo); k) -
(3.33)

No caso que k = A, a interpolacao da variancia é

85 (S(uo); k) = P [(S(uo); b = A)] P[(S(uo); k # A)]. (3.34)

Por outro lado, Yamamoto et al. (2012, p. 148) propoem estimar os A; da KI, equagao
(3.29), através das equagoes multi quadricas (3.36), com os pesos w; obtidos da soluc¢ao do

sistema linear de equagoes, definida por:

{ Zj Wy Cb(U] - U”L) tp = ¢(U0 - ui)? para L= 1a sy T (335)

ijj = 1.

Como alternativa ao uso da funcao de variograma substitui-se esta funcao pelo ntcleo
multi quadrico (expressao 3.36), quando k = 0 e ¢ = 0, de acordo com Hardy (1971, p. 1907).
Segundo Franke (1982, p. 195), quando comparado com outros métodos de interpolagao, a

krigagem indicadora apresenta resultados com maior acuracia em relagao as estimativas e
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na visualizacao suavizada da area ou subsuperficie em estudo, que é representada por:

6 (u) = {c+ lu2Y " parak=-1,0,.. (3.36)

onde, ||u|| denota-se como a norma do vetor em $? ou R* e ¢ constante positiva.

Os pesos w; serao obtidos de (3.35) e substituidos na seguinte equagao:

g (S(uo)i k) = D"l (S(uo): k) (3.37)

Desta forma, utilizando os pesos estimados w;, calcula-se a incerteza associada a inter-

polacao, definida por:

n

85 (S(uo); k) = sz [1(S(w); k) = Inpo (S(uo); k)]

=1

? (3.38)

Utilizando a fun¢ao multi quéadrica, a variancia global sera obtida substituindo a ex-

pressao (3.38) em (3.28), assim como:

= 38 (S(u)ik) = 30D i [1(S(w): k) = Lirg (S(uo): k)2, (3.39)

equivalentemente, utilizando a krigagem indicatriz substitui-se a expressao (3.33) em (3.28),

tem-se

K

=3 Iiy (S(uo)ik) (1= Iy (S(uo)i k), (3.40)

k=1

ou quando py é conhecido, pode ser representado por:

K

§? = Zpk (1—pg). (3.41)

k=1
Neste trabalho usa-se a funcao indicadora para calcular a varidncia de interpolacao,
definida por Yamamoto (2000, p. 491, expressao 3.31). Desta forma, considera-se a sugestao
dada por Yamamoto et al. (2012, p. 151) onde se utiliza a equagao (3.27) para encontrar
incertezas com variancia de interpolacao entre o intervalo 0.20 a 0.25. Portanto, assume-se
também este intervalo para identificar incertezas através da metodologia multi-ponto para

as K categorias.

3.3 Terminologia geoestatistica multi-pontos

Segundo Strebelle (2002, p. 3) define-se o processo geoestatistico estocastico considerando

um atributo S tomando os K possiveis estados {s;,k = 1,..., K}. Onde S é uma variavel
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aleatoria discreta dentro de K classes. A seguinte terminologia sera usada (Strebelle, 2002,
p. 3):

e Os dados do evento d,, de tamanho n, serd centrado para a localizacao u a ser simulado
e seré constituido por:
— O dado da geometria definida por n vetores {h,,a =1,...,n};
— Os valores do dado {s (u+ hy),a=1,...,n}.

O valor central dos dados do evento é um valor desconhecido a ser avaliado, denotado

como s(u).

e Um padrao de dados 7,, compreende apenas a geometria dos dados anteriores. Um
subpadrao de 7/, € um padrao constituido por qualquer subconjunto de vetores n’ de

Tn, com n’ < n.

Os dados do evento d,, é associado com um padrao geométrico 7.

e De forma estocéstica, os K possiveis estados de uma variavel aleatoria S (u), sdo ca-

racterizados por sua fungao de probabilidade condicional (fpc), denota-se como:

Prob{S(u) = sgld,} = f (w; sgld,), VE=1,... K. (3.42)

Sabe-se que, a fpc para quaisquer dado do evento d,, sao suficientes para realizar a
simulagao estocastica de Monte Carlo da variavel aleatoria S(u). Observa-se que, para

cada n, dado a variavel S(u), esta pode tomar diferentes valores de K, totalizando K™.

Para uma melhor concep¢ao da nomenclatura utilizada, representa-se na Figura 3.2 a

configuracao da variavel S(u).

3.4 Geoestatistica multi-pontos

A geoestatistica multi-pontos (MPS) caracteriza a relagao entre pontos finitos distribui-
dos espacialmente, sendo que a MPS permite a reproducao de padroes de heterogeneidade
curvilinea e relacoes de ordenacao. Porém, se a metodologia MPS é aplicada para dois pontos,
este cai sobre a estatistica de variogramas e semi-variograma, sendo portanto uma medida

de continuidade espacial linear. No entanto, existem diferentes tipos de MPS:

1. MPS com fungao de conectividade.
2. MPS com funcao de lacunaridade.

3. MPS com fungao de probabilidade condicional (fpc).
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Figura 3.2: Configuracao da variavel S(u) condicionada.

A MPS com funcao de conectividade obtida pela imagem a ser estudada permite uma
analise qualitativa da caracterizagdo geométrica do corpo (subsuperficie), tudo isto rela-
cionado com a probabilidade de dois pizels arbitrarios separados por uma distancia u per-
tencendo a grade especificada. A MPS com funcao de lacunaridade ¢ utilizada para a carac-
terizagao granulométrica e a porosidade dos materiais. Aplicando na mineracao esta fungao
servira para uma caracterizacao de rochas.

No item 3.7 serd amplamente discutido a relacao da geoestatistica multi-pontos com a
funcao de probabilidade condicional.

Justifica-se a utilizagao da MPS por ser uma solugao mais eficiente para as limitacoes
inerentes das tradicionais técnicas geoestatisticas baseadas na estatistica multi-pontos, por
meio da fungao variograma.

Este foi o ponto inicial ao desenvolvimento da geoestatistica multi-pontos dado por
Deutsch (1992) e Guardiano e Srivastava (1993). Mais tarde, o desenvolvimento de um al-
goritmo pratico de simulagao para MPS, desenvolvido por Strebelle (2000), generalizou a
simulacao MPS para identificar as diversas camadas que compunham determinado reser-

vatorio.

3.5 Definicao da geoestatistica multi-ponto sobre a equacao

estendida

Considere o modo estocastico ao atributo S tomando possiveis estados de K {sy, k =

1,..., K} onde avalia-se a fungao de probabilidade da variavel S(u) condicionado & ocorrén-
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cia do estado S, desta forma Strebelle (2002, p. 5) define:

1 se S(u) = sy
Ay = . (3.43)
0 caso contrario(c.c.).
Similarmente, para D tem-se uma variavel aleatoria associada as ocorréncias dos eventos
d,, constituidos por n dados condicionados com S(uy) = S4, onde a = 1, ..., n, considerando
conjuntamente:

(3.44)

D:{ 1 se S(uy) = Sa,Va=1,...,n.
0 c.C.

D pode ser descomposto pelo produto das variaveis aleatorias associadas para cada dado

condicionado:

o 0 c.c.

“ 1 S(uy) = 54.
D =[] A com A, = { se 5(ua) = 5 (3.45)
Segundo Strebelle (2000, p. 7) no limite, se toda estatistica (n + 1)-pontos relevantes
para A; e dado o evento D disponiveis, a probabilidade condicional exata estaria dada pela

expressao da krigagem simples (KS):
Prob{A, =1|D =1} = E{A} + \[1 — E{D}], (3.46)

onde:
e D =1 ¢ o evento do dado observado,

o E{D} = Prob{[]_, Aa =1} = E{[]._, Ay =1} ¢ a probabilidade condicionada

aos dados do evento que ocorre,

o E{A;} = Prob{S (u) = sy} = px ¢ a probabilidade a priori para o estado u sendo
igual a s (ndo conhecida). Esta probabilidade é conhecida a priori aos dados do evento
D=1

Assim, pelo teorema de Bayes nao ha necessidade de estender a equacao da Krigagem
simples (3.46) para (n + 1)-pontos, como demonstrado pelo desenvolvimento realizado por
Strebelle (2000, p. 7), desde uma expressao definida desde a equagao da Krigagem simples
(dois pontos) até chegar a estatistica (n + 1)-pontos, quando aplicamos as expressoes (3.44)
e (3.45) na equagao estendida.

Desta forma, mostra-se, segundo Strebelle (2000, p. 7, expressoes (1) e (2)) a equagdo

estendida para dois pontos:

Prob{A, =1|D =1} ~ E{A;} + Z Ao [l — E{AL)], (3.47)

a=1



22 CONCEITOS 3.6

Co1m:

e A, =1 sendo valor indicador para os valores do dado S, na localizacao u,,
o E{A,} = Prob{S(us) = Sa} = pa: probabilidade a priori para o estado s,,
o E{Ax} = Prob{S(u) = sx} = px,

e para trés pontos:

n (2)
Prob{A; =1|D =1} ~ E{A} + ) Aa[l— E{A}]+ > psll— E{Bs}], (3.48)
a=1 B=1

onde, (5) ¢ a combinagao existente de dois pontos localizados fora do total de n amostras,

e By ¢ o resultado correspondente ao produto dos indicadores, por exemplo, Bg = Ag, Ag,
cuja realizacao bg = 1 corresponde ao dado do evento de dois pontos:
{S(uﬁl) = S5p, € S(u52) = 552}'

Desta forma, assim como definido anteriormente as variaveis A, e D pelo teorema de

Bayes, pode-se obter por definigdo a seguinte expressao (Strebelle, 2000, p. 8, expressao 5):

P’f‘Ob{Akzl,Dzl}_E{AkD}
Prob{D=1} E{D}

Prob{A, =1D =1} = (3.49)

A relagao da probabilidade condicional, assim como definida em (4.1) identifica uma
solugdo exata por defini¢ao. A solugao exata obtida em (3.49) para as chamadas estatisticas
(n + 1)-pontos, vai muito além das estatisticas tradicionais de dois pontos, variogramas ou
modelos de covariancias (Strebelle, 2000, p. 8). Normalmente, ndo existe a esperanga de tais
geoestatisticas multi-pontos para poder inferir os valores reais (superficie ou subsuperficie).
Assim, realiza-se a leitura de uma ou mais imagens de treinamento. Pode-se digitalizar ima-
gens, tanto para as probabilidades de dois pontos exigidos pela expressao tradicional KS em
(3.47) e (3.48), quanto para as probabilidades requeridas para (n+ 1)-pontos geoestatisticos,
necessaria para a expressao exata definida em (3.46). Note que, se repassamos as estatisticas
para a formagao da imagem, a expressao (3.46) ¢ tnica (exata) considerando a decisdo de
estacionariedade, que permite exportar estatisticas desde a imagem de treinamento para a

atual regiao em estudo de interesse.

3.6 Digitalizando a imagem de treinamento

De acordo com a decisao a priori de estacionariedade (permissao para a exportacdo), as
imagens de treinamento sao utilizadas para obter as expressoes da probabilidade condicional
do numerador e denominador descritas em (3.49), assim como descrito por Strebelle (2002,

p. 6) define-se:
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e O denominador Prob{D =1} = Prob{S(us) = Sa,a =1,...,n} pode ser inferido
pela contagem de ntimeros de ¢ réplicas condicionadas ao dado do evento d,, = {S(us)
= Sa,a =1,...,n} na imagem de treinamento. A repeticao deve ter a mesma confi-

guracao geométrica e os mesmos valores fornecidos em s,.

e O numerador Prob{S(u) = sy e S(us) = S, = 1,...,n} é obtido por contagem do
namero de ¢, repetigdes, entre os ¢ anteriores, associado a um valor central S(u) igual

a Sk.

A probabilidade condicional, necessaria, é entao, identificada para a proporg¢ao de for-
magao :
c
p(u; spldy) = Prob{A, = 1|D =1} = Prob{S(u) = sj|d,} ~ -, (3.50)
c
onde, S8 ¢p = c.
Neste caso, o limite de uma tnica equagao estendida (3.46) é absolutamente simples na

medida em que se reduz a propria definigao da probabilidade condicional, que é obtida pela

utilizacao da imagem de treinamento condicionado a um template de busca.

3.7 Composicao da geoestatistica multi-pontos

Um importante aspecto de abordagem expressado na segao (3.5) relacionada com a geoes-
tatistica multi-pontos, devera ser mantida para a simulagao condicional em qualquer e par-
ticular célula u, em 2D (pizels) ou se for em 3D (vozels).

Considerando novamente o caso da variavel discreta S(u) e as suas distribuigoes de pro-
babilidades condicionais Prob{S(u) = sk|d,} = p (u;sk|d,), ¥V k =1,..., K, serd necessério
relacionar a quantidade de dados vizinhos que definiram o condicionamento dos dados do
evento em d, na imagem de treinamento (Strebelle, 2002, p. 7). Quanto mais dados vi-
zinhos, maior o tamanho de n em d,, através de um template de busca, quanto mais es-
pecifico o evento dos dados de d,,, menos repeticoes serao encontradas sobre a imagem
de treinamento, por inferéncia da probabilidade condicional correspondente a p (u; sg|dy,).
Consequentemente, quando a MPS for muito especifica, a distribuicao de probabilidade
p(u;sgld,), ¥V k = 1,..., K, acaba sendo dificil reter na imagem de treinamento as pro-
babilidades condicionais, e assim, exporta-la para a superficie ou subsuperficie de interesse
pode ser inadequada, porque poderia estar exportando padroes idiossincraticos da imagem
de treinamento em vez da sua esséncia (Strebelle, 2002, p. 7).

Strebelle (2002, p. 7) propoe uma alternativa para diminuir o tamanho dos dados vizi-
nhos até os dados do evento d,, retidos, sejam os mais frequentes da imagem de treinamento,
fixando um c¢,,;, entre 10 e 20. Isto, permitird uma correspondéncia da fungao de probabili-
dade {p (u; sg|d,),¥ k =1,..., K} com a caracteristica essencial da imagem de treinamento,

que é comumente encontrada.
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Uma vez que os dados do evento condicionado d, sao definidos, a segunda questao é
relacionar qual geoestatistica multi-pontos pode ser considerada para aproximagao da dis-
tribuicao de probabilidade condicional {p (u;sk|d,),V k=1,..., K} (Strebelle, 2002, p. 7).
Assim, como na abordagem da geoestatistica tradicional (estatistica de 2 pontos), onde
se faz inferéncia a partir de dados reais da subsuperficie (expressao 3.47), a geoestatistica
multi-pontos se baseia nos dados amostrados e no comportamento anterior conhecido para
realizar sua inferéncia. Uma abordagem menos objetiva consistiria em realizar através da
geoestatistica de dois pontos uma imagem de treinamento (por exemplo, variograma), isto
¢ comumente feito em aplicagoes para petroleo inferindo variogramas horizontais.

Quanto maior a dimensao de n das geoestatisticas multi-pontos, a imagem de treinamento
fica inviavel de ser trabalhada e, portanto, menos exportavel para subsuperficie estudada,
voltando ao dilema qual seria o n 6timo. Note, no entanto, que a objetividade de se basear
apenas nos dados reais da area ou subsuperficie de interesse interrompe o modelo numérico
usado para construir o fendmeno, o que implica em todos os modelos da geoestatistica multi-
pontos, estes nao sao apenas dados fornecidos, pois eles participam no condicionamento da
area ou subsuperficie estudada.

A abordagem de simulagao proposta a seguir consiste em inferir a geoestatistica multi-
pontos através da imagem de treinamento, reduzindo, se necessario, o tamanho para n —m
dados condicionados, onde n > m. Uma grande vantagem desta proposta é que o resultado da
probabilidade condicional (3.49) é, por defini¢ao, admissivel, pois nao é exposta a problemas
de quaisquer ordem associados as expressoes limitadas da KS do tipo (3.47) e (3.48). A
consisténcia (sem ordem de relagdo) nao é sinénimo de precisao. Sendo entdo, a expressao
de probabilidade (3.49) usada exatamente para a imagem de treinamento, ela pode ser

relevante para os dados reais o qual é aplicado.



Capitulo 4
Algoritmo

Esta secao apresenta a descricao do algoritmo que sera utilizado para o desenvolvimento
do aplicativo, com base no SNESIM (Remy et al.,2009, p. 171, algoritmo 8.11).

4.1 Simulacao da equacgao estendida

O algoritmo de simulagao apresentado a seguir sera inicialmente desenvolvido para va-
riaveis aleatorias discretas, porém pode ser estendido para varidveis aleatérias continuas
utilizando o processo de discretizagao para K classes.

Este paradigma esta baseado no algoritmo da simulagao sequencial, em que cada valor
simulado torna-se um valor referencial condicionado para o n6 ou célula ainda nao simulada
e que posteriormente sdo utilizados em sequéncia, segundo Goovaerts (1997, p. 393).

Guardiano e Srivastava (1993, p. 136) propuseram uma varredura repetitiva em toda a
imagem de treinamento para cada n6é nao amostrado, inferindo a distribuicao de proba-
bilidade condicional local, pois, este procedimento utilizava excessivo tempo de processa-
mento computacional, especialmente quando consideramos grandes imagens de treinamento
ou quando gerava um grande ntumero de realizagoes para cada um dos nos. A implementacao
do algoritmo consiste primeiramente em tabular todas as fpcs, e realizar os seguintes passos
segundo Remy et al. (2009, p. 170):

1. Um modelo com n variaveis associadas a seu correspondente vetor, onde cada variavel

pode tomar os K possiveis valores e generalizando, tem-se K" resultados possiveis.

2. No método da simulacao sequencial, o padrao dos dados condicionados geometrica-
mente depende da localizagdo dos nos (células) previamente simulados, consequente-
mente, os nos serao visitados ao longo do caminho aleatério, quando houver mudanca

no padrao de um né para outro.

A proposta da implementacao do algoritmo deste trabalho é reproduzir os resultados
obtidos por Guardiano e Srivastava (1993, p. 136, equacao (3.49)) e por Strebelle (2002,
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p. 9 e 10, itens (4.1 a 6) da se¢do 4.2) em um ambiente de programacao acessivel para a
comunidade cientifica, através do software R.

A primeira etapa (Passo 1) do algoritmo ¢ realizada de forma que os valores de S(u) e
suas condicionantes sao capturadas através da imagem de treinamento, definida inicialmente
de tal forma que os valores do template 7, sao constituidos por vetores de tamanho n,
assim como {h,,a =1,...,n}, identificando que as n localiza¢bes vetoriais u, =u + hq,
a=1,...,n, correspondem as n posi¢goes dos nos da célula mais préoxima de u, assim como
mostrado a Figura (3.2). Especificamente, pode-se observar o template utilizado nas Figuras
(4.1) e (4.2) representadas em trés dimensdes R* (3D). Seja, 7 = {ha,a=1,...,n'}, 0
submodelo constituido pelos primeiros n’ de 7,,; as n’ localizagdes u + ho, a = 1,...,n/, sdo

as n’ posi¢oes dos nos da célula mais proximos de u (Figura 4.3).

Figura 4.1: Configuragao da variavel S(u) condicionada a um template 7, com n =12.

Para qualquer n’, dado o evento d,, denotado por ¢(d,/), o nimero de d, repeti¢oes na
imagem de treinamento através de cg(d,,s) é o ntimero de repeti¢oes entre os ¢(d,) anteriores
cujo valor central é Sy, como por exemplo quando n’ = 10, mostrado na Figura (4.3).

Strebelle (2002, p. 6) propos armazenar em uma estrutura de dados com apenas os valores
cx(dyy) correspondentes aos dados do evento d,,; associados aos submodelos 7,,,, 0’ = 1,... n.
Desta forma, pelo menos uma repeticao seréd encontrada na imagem de treinamento. O
conhecimento desses ntumeros ¢ (d,/) permite recuperar qualquer fpc existente na imagem
de treinamento, desde que a sua configuracao de dados condicionado esteja incluida em 7.

O namero total de repeticoes do evento d, associado com 7,,, garante que pelo menos
uma repeticao na imagem de treinamento escaneada pelo submodelo 7, serd encontrada.
Segundo Strebelle (2002, p. 9), o nimero de buscas no né da arvore sera limitado por n e

desta forma, o algoritmo nao requerera maior quantidade de memoria RAM para os dados
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Figura 4.2: Configuragao da variavel S(u) condicionada a um template 7,, com n =12, assim
como utilizado no programa.

v
.

Figura 4.3: Configuragao da variavel S(u) condicionada a um template 7, num caso parti-
cular quando n’ =10, assim como utilizado no programa.
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do template 7,, com um ntmero razoavel de nés n retidos. Por exemplo pode-se definir ao
menos 100 nés, que ja € um numero grande de células.

A descricao dos detalhes da programagao e otimizacao da demanda de memoria para
obter o numero de estruturas de dados (arvore de busca) para fornecimento e classifica¢ao
de numeros ¢ (d,), podem ser vista com maiores detalhes nos capitulos posteriores. A cons-
trucao de tal arvore de busca requer o escaneamento da imagem de treinamento uma tnica
vez para a imagem de simulagao. Em cada né nao amostrado, o local da distribuicao da pro-
babilidade condicional sera recuperado diretamente a partir da arvore de busca e a imagem

de treinamento nao precisara ser escaneada novamente.

4.2 Algoritmo de simulacao

Apresentam-se as principais etapas do algoritmo de simulacao SNESIM, segundo Strebelle
(2000, p. 12 e 13) e Remy et al. (2009, p. 171) e comentérios a seguir:

1. Primeiramente, o template de busca é escolhido e a imagem de treinamento é escaneada
para construir a arvore de probabilidades condicionais; dado um template 7, consti-
tuido pelos n vetores {h,, o = 1,...,n}, tal que as n posigoes u, = u+hq,, a =1,...,n,
correspondam aos n nos da célula que sao as posi¢oes mais proximas de u. Os n vetores
h,, sdo ordenados de forma crescente pelo valor do seu modulo (Figura 4.1) e também
é possivel escolher outros templates de busca (Figura 4.5). Desta forma, escolheu-se

para estudo de caso o templates de busca mostrado na Figura 4.5 (V), realizando:

[hal] < ko] <...< [l (4.1)
—— —— ~——
ui=u+thi us=u-+ho Up=U~+hn
onde ||-|| ¢ a norma do vetor!, de maneira que obtém-se as n posigoes do vetor 7,,.

2. Atribui-se os dados da amostra original para seus nos da célula (vozel) e define-se um
caminho aleatério sobre a localizacao mais proxima das amostras, passando em todos

os n6s nao amostrados que serao estimados dentro das células na area em estudo.

3. Para cada posicao u nao amostrada mantém-se as n posicoes dos pontos nodais u, =
u+he, «=1,...,n, dos dados do template 7, e apenas n/(< n) posigdes ativas infor-
madas pelos dados para associar na arvore de probabilidades mapeadas pela imagem
de treinamento. A ativagdo do evento é ilustrada nas Figuras (4.1) e (4.3). Seja d,
o evento dos dados constituido por aqueles n’ dados condicionados que é recuperado
a partir da arvore de busca, o numero cx(d,/) de treinamentos com as d, repeti¢oes
para a qual o valor central em u ¢é igual para s, £ = 1,2,..., K. Para obter uma

melhor inferéncia do local das fpc, propoe-se primeiramente verificar a existéncia das

INo caso 3D a norma do vetor h = (x,y,2) é /22 + y2 + 22.
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d, repeticoes desse evento associado ao espaco amostral em d,; da imagem de treina-
mento com ¢(d,) repetigoes, e se ndo existir esse evento no espago amostral criado pelo
template de busca nas n’ primeiras estatisticas multi-pontos, diminuimos as n’ estatis-
ticas multi-pontos em n’ — 1 mais proximos de u e assim sucessivamente até encontrar
pelo menos uma estatistica suficiente para realizar a estimativa para S(u). Diferente-
mente da proposta de Strebelle (2002, p.9, no item 3.) que utiliza as probabilidades
marginais a priori pg, o trabalho desenvolvido nesta tese as substitui pelas as probabi-
lidades condicionais p (u; sg|d,) quando néo existir o evento amostral ocasionado pelas

d,, estatisticas multi-pontos.

Extrair um valor s simulado para o n6 u através da fungao de probabilidade condicional
p (u; sgldy,), e que o valor s simulado seja adicionado aos dados para ser usado pela
simulacao condicionada em todos os outros nos das células e guarda-se a fpc para

estudos posteriores.

. Mover para o proximo né ao longo do caminho aleatorio e repetir os passos 3 e 4.

. Repetir até todos os nés do modelo de células sejam simulados. Uma imagem estocas-

tica sera gerada que representara a primeira realizagao do processo estocastico. Repetir

o processo a partir do passo 2 com outro arranjo aleatorio para as proximas realizagoes.

4.3 Condicionamento dos dados observados

Segundo Strebelle (2000, p. 13), duas condigbes devem ser atendidas para garantir o

condicionamento adequado aos dados observados (dados reais):

1. Os dados observados devem ser reproduzidos exatamente em suas localizagoes.

2. Nos aproximados por qualquer localizacao do dado observado tem maior probabilidade

e, portanto, menor variancia condicional. Mais precisamente, a variancia dos L valores
simulados {sl,l =1,... ,L} no no6 u, deve diminuir a variancia a medida que o dado

observado se aproxima da localizacao u,.

Segundo Strebelle (2000, p. 14), realoca-se os dados da amostra para a malha de simu-

lacao e a fixacao de seus valores garante o condicionamento para a simulacao dos nés nao

amostrados. Como a localizagao u se aproxima dos dados observados na localizacao u;, o

treinamento da distribuigao de probabilidade {p(u; sx|d,),k = 1,..., K} aproxima-se em um

tnico nucleo a distribuigao para S(u) = s se S(uy) = sg. De fato, pela continuidade espacial

da imagem de treinamento do valor central s(u) de qualquer modelo de dados com w; perto

de u seré cada vez mais frequente no mesmo estado, como o valor do dado condicionado

s(u1). A menor escala da continuidade espacial da imagem de treinamento é passada para a
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realizacao simulada através das proporgoes de treinamento. Aqui como o né que esté sendo

simulado, ele se aproxima para o valor observado e sua varidncia condicional diminui.

4.4 Introducao da simulacao multi-células

A vizinhanca dos dados condicionados definidos pelo template de busca dos dados 7,
retidos, nao deve ser muito pequena, de certa forma, grandes estruturas de escalas da imagem
de treinamento nao serao reproduzidas, segundo Strebelle (2002, p. 8). Por outro lado,
Remy et al. (2009, p. 170) propoem uma expressao relacionada a demanda de memoria sobre
um modelo de dados 7, na metodologia multi-pontos, de tal forma que o tempo da demanda
de memoéria para construgao da arvore de probabilidades condicionais serda proporcional
ao niamero de niveis, quanto maior os niveis na arvore de busca, maior o niimero de nos,
portanto, ainda maior sera a demanda em tempo de processamento. A expressao é descrita

COINo:
J

Demanda de memoria < Z min(K;, N-,), (4.2)
j=1
onde N, ¢é o nimero total de nés nas células da imagem de treinamento e K; o ntimero de
categorias na j-ésima célula da imagem de treinamento.

Uma solucao para capturar estruturas em grande escala, enquanto se considere um tem-
plate de busca de 7, incluindo um ntmero razoavelmente menor de nés das células, é a
abordagem multi-células, inicialmente proposto por Gomez-Hernandez (1991, p. 109) e por
Deutsch e Journel (1992, p. 124-125, p. 187) e desenvolvida por Tran (1994, p. 1165). Tlustra-
se o conceito de multi-células na Figura (4.4), onde observa-se a expansao do arranjo do
template de busca 7, de (I) passando por (II), (III) e (IV) de forma que, se atinja estruturas

maiores.

i : #ﬁk-:'
fﬁ w m =
EEazmasfll aauaaRn

Figura 4.4: Estruturas de template de busca, configuragoes (I), (II), (III) e (IV), onde,
captura-se informacao cada vez mais abrangente.

Uma arvore de busca precisa ser construida pelas células de simulacao, considerando que
ng permanece constante, igual a n ou nao. Quando a g-ésima célula de simulagao é comple-
tada seus valores simulados sao mantidos como dados a serem usados para o condicionamento

do préximo no, sendo, desta forma, uma simulacao mais fina.
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As primeiras amostras originais requerem de um condicionamento adequado para os noés
mais proximos da célula de simulagao sejam atingidos pelo passeio aleatério. Uma vez que
todos os nés da malha atual sdo simulados, os dados da amostra sao transferidos para seus
locais originais. Os dados da amostra removidos dos nés da malha sao simulados posteri-
ormente seguindo os nés de uma malha mais abrangente. E uma representagao em 3D dos

templates de busca, tem-se na Figura (4.5).

4.5 Reproducao da funcao de probabilidade condicional

A fungao de probabilidade descrita por {px,k = 1,..., K} é a probabilidade nao condi-
cionada, identificada na aplicacao da metodologia multi-pontos e é definida como a probabi-
lidade a priori, no nivel 0 na arvore de probabilidades condicionais, segundo Strebelle (2000,
p. 15, expressao 6).

Desta maneira, espera-se, por definicao de probabilidade condicional, nao reproduzir a
probabilidade a priori na imagem de saida (imagem simulada) ao finalizar o processo da
aplica¢do da metodologia multi-ponto, em contraste a proposta de Strebelle (2000, p. 15).
Na realidade, esse autor ajusta e rearranja as probabilidades condicionais iterativamente, de
forma que perturba os resultados da imagem simulada.

Por definicao de probabilidades condicionais e especificamente no caso discreto as pro-
babilidades a priori nao serao mais reproduzidas na imagem de saida. Veja-se a defini¢ao
de probabilidade condicional em (4.1), pois ao trabalhar com probabilidades condicionais
diminui-se o espaco amostral, de forma que a chance de um evento acontecer diminui, pois

o espago amostral diminui:

Definicao 4.1 Probabilidade condicional: Sejam S(u) e d,, duas varidveis aleatdrias, a
probabilidade condicional é expressa pela fungao de S(u) dado que d,, = 7, e € definida para

todo d,, tal que P{d, = 7,} >0 como:

P{S(u) = sk, d, = 1,}

P{S(u) = si|dn = 7.} = P{d, = 1,} 7

onde k=1,2,... K.

v VI } Vil

Figura 4.5: Estruturas de template de busca em 3D, configuragoes (V), (VI) e (VII), onde,
captura-se informacao cada vez mais abrangente.
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Teorema 4.1 Teorema de Bayes: assim como descrito, as varidveis na defini¢do (4.1),

pode-se escrever o sequinte:

P{d, = 71,|S(u) = si} P{S(u) = s}

P{S(u) = sg|d, = 7.} = P{d, =1,}

onde

P{d, =7,} = Y P{d, = 7,|S(u) = s} P{S(u) = s;.}.

Segundo Strebelle (2002, p. 15), finitas realizagoes simuladas podem apresentar pro-
porgoes globais significativamente diferentes da distribuigao amostral. Conforme esse autor,
isso ocorre particularmente se as covariancias multi-pontos sao herdadas a partir da imagem
de treinamento com um histograma diferente da distribuicao objetivo. Ou entao pode ser
o caso de um template de busca grosseiro, onde se recomenda utilizar outro template de
busca de probabilidade que reconheca melhor as estruturas nas células estudadas e assim
reproduzir probabilidades a posteriori? das K categorias mais proximos da probabilidade a

priori® de py.

4.6 Cobdigo da estatistica multi-pontos

A técnica da estatistica multi-pontos (MPS) ja foi implementada em vérios softwares, tais
como, ISATIS*, SGeMS® e GSLIB®, nos quais os dois tltimos softwares utilizaram o codigo
Fortran 90 incluindo para uma implementagao em 3D do algoritmo utilizando arvores de
busca, sendo os mesmos escritos segundo notagao e codificagao GSLIB. Ja o software ISATIS
é um software comercial com codigo fonte nao disponivel.

As probabilidades condicionais sao inferidas a partir da imagem de treinamento. O ta-
manho (numero de pizels ou vozels) das imagens de treinamento e da imagem de simulagao
das células podem ser diferentes, mas suas categorias devem ser iguais. As unidades das
coordenadas correspondem ao espacamento dos nos da rede a ser simulada. Os vetores mo-
delos sao listados por médulo de incremento, usando a distancia euclideana tradicional ou
qualquer variograma baseado em distancia. Ao usar uma célula, os modelos podem variar
de uma célula para outra, mas um modelo de dados deve ser especificado por um célula de
simulagao.

Posteriormente, os parametros que serao usados para gerar as realizacoes simuladas para

o c6digo MPS em 2D e 3D serao mostrados.

2probabilidade a posteriori pj é mensurado ap6s a simulacio na imagem de saida
3probabilidade a priori p, é mensurado na imagem de treinamento

4Fonte: http://www.geovariances.com/IMG /pdf/ Geovariances MPS-2.pdf
SFonte: https://pangea.stanford.edu/groups/iamg09 /workshop1.pdf
SImplementado por Strebelle (2000, p. 17)


http://www.geovariances.com/IMG/pdf/_Geovariances_MPS-2.pdf
https://pangea.stanford.edu/groups/iamg09/workshop1.pdf

Capitulo 5
Materiais e métodos

Para testar a metodologia de simulagao multi-ponto foram preparadas duas bases de
dados contendo trés litologias: uma base completa composta por 10.000 pontos dispostos em
uma malha regular de 100 por 100 (Figura 5.1) e uma base reamostrada do arquivo completo

composto por 400 pontos distribuidos em uma malha regular de 20 por 20 (Figura 5.2).

[—
=
LITO3
'y}
I~
e LITO2
'y}
2]
LITO1
= L |
0 25 50 75 100

Figura 5.1: Base de dados completa constituida por 10.000 pontos.

Na realidade, a base de dados completa foi gerada para servir de imagem de treinamento
para a simulagao multi-ponto. A partir da base de dados reamostrada foi obtida uma amostra
com 25 pontos de dados, que sera usada para a simulagdo multi-ponto (Figura 5.3).

Assim, a imagem de treinamento (Figura 5.1) e a amostra de 25 pontos (Figura 5.3)

33
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20
LTO3
15
10 LTO?2
5]
UTO1
0 L |
0 a 10 15 20

Figura 5.2: Base de dados reamostrada composta por 400 pontos.

constituem os materiais dessa pesquisa. Evidentemente, a amostra relativamente pequena
com apenas 25 pontos de dados (0,25% da Figura 5.1) foi considerada tanto para testar a
metodologia multi-ponto, bem como para visualizar os resultados em uma escala razoavel.

O algoritmo a ser usado foi descrito no capitulo 4. Tendo em vista a atualizacao do
algoritmo proposto originalmente por Strebelle (2000, p. 6-13), as duas aproximagoes serao
consideradas nesta tese, justamente para mostrar as diferencas causadas ao assumir pro-
babilidades marginais para templates 7, que nunca ocorrem, ou seja, com probabilidades
nulas.

Além disso, como um dos objetivos é proporcionar o mapeamento da zona de incerteza
para cada realizacao multi-ponto, os pixels simulados que apresentam variancias maiores ou
iguais a 0,20 foram destacadas e consideradas pertencentes & zona de incerteza, conforme
proposta de Yamamoto et al. (2012, p. 149, expressao 3.38 neste trabalho). Para possibilitar
a comparacao das realizacoes multi-ponto com interpolacoes diretas das proporcgoes, obteve-
se o mapa interpolado com a zona de incerteza mapeada (Figura 5.4). A zona de incerteza
assim obtida servirda de referéncia a realizagao multi-ponto que devera apresentar menor
incerteza, haja vista estar baseada em probabilidades condicionais.

O programa que utilizou-se para realizar o desenvolvimento dos procedimentos da metodolo-
gia multi-ponto foi o software livre R (versao 3.0.0 RC), o codigo fonte do programa utilizado

encontra-se no Apéndice 7.2.
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Figura 5.3: Mapa de localizacao dos pontos da amostra com 25 pontos.

5.1 Mapeamento da arvore de probabilidades

Na dindmica de conseguir mapear as probabilidades de um evento acontecer através de
um determinado template de busca 7,, utilizou-se um vetor dindmico para o mapeamento
das probabilidades, que segue as probabilidades mapeadas por meio da equagao (3.42).

Nesta se¢ao sao apresentadas as trés metodologias para o estudo da geoestatistica multi-

pontos.

5.1.1 Metodologia por Yamamoto

Esta metodologia ¢ baseada no calculo de uma tnica probabilidade estimada através da
resolucao do sistema de equagoes em (3.35) e os pesos w; estimados alocados para estimativa
do valor I}, (S(uo); k) desde a equacao (3.37), (Yamamoto et al., 2012).

5.1.2 Metodologia por Strebelle

Sabe-se muito pouco dos detalhes da implementacao da metodologia desenvolvida por
Strebelle (2000) dentro do software SGeMS e pelo GSLIB. Mas, pela metodologia descrita,
tem-se, que utiliza uma estrutura de dados dinamicos para o escaneamento das probabi-
lidades condicionais desde uma imagem de treinamento dentro do espaco amostral fixado

pelo template de busca, as quais sao utilizadas na estimativa de cada célula nao amostrada.
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Figura 5.4: Tipos interpolados e mapeamento da zona de incerteza entre os tipos interpola-
dos, conforme metodologia proposta por Yamamoto et al. (2012).

Tem-se davida em relagao a terminologia utilizada sobre estrutura de dados dinamicos, se
este se refere ao template de busca ou a arvore de probabilidades condicionais. Desta forma,
repassa-se as probabilidades condicionais para a imagem de estudo as quais sao alocadas

dentro de uma arvore imbricada para a expressao (3.42).

5.1.3 Nova metodologia para o estudo multi-ponto

Analisou-se as diversas informagoes contidas nos trabalhos de Strebelle (2000), Strebelle

(2002) e Remy et al. (2009), desta forma separou-se a metodologia em trés partes:
1. Escolha do template de busca e mapeia-se as probabilidades condicionais;

2. Mecanismo de utilizacao da arvore imbricada e dinamica das probabilidades condi-

cionais;

3. Simulagao, alocagao e atualizagao da imagem simulada para cada célula vazia.

Parte 1

Para esta etapa do algoritmo, primeiramente, escolhe-se o template de busca 7,, assim
como definido nesta tese, n = 12, escolhou-se a configuragao (V) da Figura (4.5), uma

estrutura de template de busca em 3D, mas seréd trabalhada em 2D.
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Portanto, veja-se na Figura (4.1) as posigoes das u,s, que estdo representadas no espago
3D e u centralizado de cor verde, significando o sinal verde para alocar ocorréncias de eventos
e assim como de seus eventos vizinhos a ele. Desta forma, estas células (vozel) encontram-se
espacialmente localizada sobre um arranjo de vetores (u,) com suas respectivas diregoes (h),
assim como descrito na Figura (4.2). Da mesma forma, pode-se descrever u = (0,0, 0) e seus

vetores vizinhos definidos como:

hi=  (0,1,0) —u=u+th (5.1)
ho = (1,0,0) — us=u-+hy (5.2)
hy= (0,-1,0) —uz=u+hy (5.3)
hy= (=1,1,0) —us=u+hy (5.4)
hs = (1,1,0)  — us=wu-+ hs (5.5)
he = (1,—-1,0) — ug=u-+ hg (5.6)
h:= (=1,-1,0) — u; =u+ hy (5.7)
hs = (—=1,1,0) — ug=u-+ hg (5.8)
ho=  (0,2,0) — ug=u-+h (5.9)
hio=(0,—2,0) — ujg=1u+ hyo (5.10)
hi= (21,00 —uy=u+hy (5.11)
hio = (=2,1,0) — ujs =u+ hi2 (casso de estudo da tese) (5.12)

: : : (5.13)
he= (6,0,0) — un=u+hy, (5.14)

De maneira que pode-se escolher um ntimero maior de vetores h,, tal que « seja grande,
por exemplo a = 100, segundo um template 7,, que se queira aplicar aos dados.

Assim, captura-se a cada né os valores de seus vizinhos numa matriz, assim como descrito
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na Figura (4.3), veja-se:

S(u) = sg (5.15)
S(uy) = s1 (5.16)
S(ug) = s9 (5.17)
S(us) = s3 (5.18)
S(ug) = s4 (5.19)
S(us) = ss (5.20)
S(ug) = sg (5.21)
S(uz) = sy (5.22)
S(ug) = ss (5.23)
S(ug) = sg (5.24)

S(u19) = S10 (5.25)
S(ui1) = s11 (5.26)
S(uiz) = S12 (casso de estudo da tese) (5.27)
(5.28)

S(un) = sp (5.29)

Desta forma, aloca-se numa matriz (Imagem — treinamento = X') t x (n+1) os valores
avaliados de S(u,), onde o = 1,...,n para cada i-ésimo n6 das células na imagem de
treinamento, assim como: [i,] = [s), s}, sb, 54, 84, st, sk, sk, 5%, sb, 84, siy, Siy] para cada i = 1
até o tltimo n6 da imagem de treinamento, onde cada s pode tomar os K valores da variavel
categorica, totalizando K¢, onde t o tamanho de nés nas células em estudo. No caso em estudo
1=1,2,...,10.000. O resultado da construcao dessa matriz sera a matriz que carregaré as
ocorréncias de eventos na imagem de treinamento. Utilizando a funcao table e prop.table do

R, tabula-se todas as possiveis combinagoes entre as colunas da matriz X.

S S TS TS TR R R SR B SRS B 1 1 1]
So S1 S S3 Sy S5 S S7 Sg S9 Sy S11 Si12 --- Sp
2 02 2 2 2 2 2 2 2 22 2 2 2
Sop S1 S S3 Sy S5 S Sy Sg S9 S1p S11 S12 --- Sh
_ 3 03 3 B3 B3 3 3 3 3 B3 3 3 3 3
X =|s5 s S5 83 85 S S5 S5 S3 S; Sip S Sia .- S
t ot ot ot ot ot ot ot ot ot ot t t t
| S0 S1 S22 83 Sy S5 S¢ St S8 S9 S Suu S12 -+ Sn |

Para o caso em estudo da tese ¢t = 10.000.

L Imagem — treinamento = X: é nome da matriz no cédigo fonte
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Parte 2

Em contraste, a arvore de probabilidades condicionais descrita por Strebelle (2000), onde
utiliza o nivel zero de probabilidade, ou seja pg, £ = 1,..., K, esses eventos nao pertencem ao
subconjunto de eventos do espaco amostral condicionado. Portanto, uma alternativa ainda
melhor é proposta da seguinte maneira: primeiramente, as probabilidades do nivel zero sao

expurgadas e constroi-se a seguinte estrutura de abordagem imbricada por niveis:

1. Se o0 n6 escolhido para simulacao pertence ao nivel n de probabilidades condicionais
dado o 7, procura-se a probabilidade associada através da expressao (3.42) e associa-se

a matriz X de forma que se obtenha as probabilidades condicionais:

o S(u) = sk, S(uy), S(us), S(ug), ..., S(uy,) _
g b{ S(u1), S(ug), S(uz), ..., S(uy) } Vk=1,...,K, (5.30)

Nro. de eventos {S(u) = s, S(u1), S(u2), S(us3), ..., S(u,)}

k=1,...,K, (5.31
Nro. de eventos{S(ul),S(u2),5’(u3)7.“7S<un)} ) v ) s Ly ( 3 )

e por 3.50 tem-se: Prob{S(u) = si|d,} ~ %, onde, Zle cr = cC.

Caso o evento descrito no denominador nao exista, diminui-se um nivel, retirando o
ultimo vetor S(u,) que ocasionou o nivel d,, e repete-se até encontrar um subconjunto

de estatisticas suficientes para formar uma probabilidade condicional valida.

. . . ~ . / .
2. Se o no6 escolhido para simulacao pertence ao nivel n = n — 1 de probabilidades
condicionais dado o 7,/, procura-se a probabilidade associada através da expressao

(3.42) e associa-se a matriz X de forma que se obtenha as probabilidades condicionais:

oy 4 S) = sk, (), S(ua), S(us), ., S(uy) _
P b{ S(uy), S(ug), S(uz),...,S(u,) }, Vk=1,... K, (5.32)

n

Nro. de eventos {S(u) = sy, S(u1), S(uz), S(us), ..., S(u,)}
° =1.... K .
Nro. de eventos {S(u1), S(us), S(us), - .., S(u )} , Vk=1,...,K, (5.33)

e por 3.50 tem-se: Prob{S(u) = si|d, } ~ %, onde, S e =c

Caso o conjunto de eventos no denominador nao exista, diminui-se um nivel, retirando o
ultimo vetor S(u,,), que ocasionou o nivel d,/ e repete-se até encontrar um subconjunto
de estatisticas suficientes para formar uma probabilidade condicional valida. Da mesma

forma, tem-se outras (,",) combinagoes, exemplo: S(u) = si, S(us), S(us), ..., S(uy).

1

. . . ~ . " .y
3. Se o no escolhido para simulagao pertence ao nivel n= = n — 2 de probabilidades
condicionais dado o 7,7, procura-se a probabilidade associada através da expressao

(3.42) e associa-se a matriz X de forma que se obtenha as probabilidades condicionais:
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P?“Ob{S(u) = Sk, S(ul)ys(uz),S(U;;), RN S(un//>

S(ul)aS(UQ),S(U;;),...,S(un//) }’ Vk=1,.. K, (534)

Nro. de eventos {S(u) = si, S(uy), S(u2), S(us), ..., S(u, )}
Nro. de eventos {S(uy), S(u2), S(us),...,S(u,)}

, Vk=1,...,K, (5.35)

e por 3.50 tem-se: Prob{S(u) = si|d,»} ~ %, onde, S o =c.

Caso o conjunto de eventos no denominador nao exista, diminui-se um nivel, retirando
o ultimo vetor S(u,,~), que ocasionou o nivel d _» e repete-se até encontrar um subcon-

junto de estatisticas suficientes para formar uma probabilidade condicional valida. Da

mesma forma, tem-se outras (nﬁQ) combinagoes, exemplo: S(ug), S(uq), ..., S(un—1), S (un).

. Desta forma, realiza-se sucessivamente para construir as probabilidades condicionais

de nés menores, assim como descrito a seguir.

. Se 0 n6 escolhido para simulacdo pertence ao nivel n” = 3 de probabilidades condi-

cionais dado o 7,, procura-se a probabilidade associada através da expressao (3.42)

e associa-se a matriz X de forma que se obtenha as probabilidades condicionais:

S(u) = sk, S(uy), S(ug), S(ug)
Prob{ S{ur). 5(ua) 5(us) }, Vk=1,...,K, (5.36)

Nro. de eventos {S(u) = sy, S(u1), S(uz), S(uz)}
Nro. de eventos {S(u1), S(ua), S(us)} 7

Vk=1,..., K, (5.37)

e por 3.50 tem-se: Prob{S(u) = si|d,~} ~ %, onde, S e =c

Caso o conjunto de eventos no denominador nao exista, diminui-se um nivel, retirando
o ultimo vetor S(u, ), que ocasionou o nivel d »~ e repete-se até encontrar um sub-
conjunto de estatisticas suficientes para formar uma probabilidade condicional valida.

Da mesma forma, tem-se outras (Z) combinagoes, exemplo: S(uz), S(ug), S(u1p).

. Se o0 no escolhido para simulacdo pertence ao nivel n” = 2 de probabilidades condi-

cionais dado o 7, , procura-se a probabilidade associada através da expressao (3.42)

e associa-se a matriz X de forma que se obtenha as probabilidades condicionais:

S(u) = sk, S(uy), S(uz)
Prob{ S(ur). S(ua) }, VkE=1,..., K, (5.38)

Nro. de eventos {S(u) = sy, S(u1), S(uz), S(uz)}
Nro. de eventos {S(uy), S(usa), S(us)} 7

Vi=1,...,K, (5.39)

e por 3.50 tem-se: Prob{S(u) = si|d,m} ~ % onde, S a=c.
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Caso o conjunto de eventos no denominador nao exista, diminui-se um nivel, retirando
o ultimo vetor S(u, ), que ocasionou o nivel d, e repete-se até encontrar um sub-
conjunto de estatisticas suficientes para formar uma probabilidade condicional valida.

Da mesma forma tem-se outras (};) combinagdes, exemplo: S(u7), S(u12).

7. Se 0 no escolhido para simulacdo pertence ao nivel n” = 1 de probabilidades condi-
cionais dado o 7, , procura-se a probabilidade associada através da expressao (3.42)

e associa-se a matriz X de forma que se obtenha as probabilidades condicionais:

Prob { S(w) ;(z’j’)s(ul) } CVk=1,... K, (5.40)

Nro. de eventos {S(u) = s, S(u1)}
Nro. de eventos {S(uq)}

. Vk=1,...,K, (5.41)

e por 3.50 tem-se: Prob{S(u) = si|d,»n} ~ % onde, SE a=c

Caso o conjunto de eventos no denominador nao exista ou nao possua vizinhos dentro
do template de busca, este nd tera que aguardar o novo passeio aleatoério, até pelo
menos obter um no vizinho existente. Em contraste, a metodologia de Strebelle (2000)

atribui probabilidade a priori p,, V kK = 1,..., K neste caso.

Pouco se sabe sobre o dinamismo reverso de niveis de probabilidades que é realizado

no SNESIM, e que neste trabalho foi desenvolvido (ver codigo fonte em 7.2).

Parte 3

Em cada no, onde encontrou-se eventos véalidos dentro do espago amostral condicional,
simula-se um valor aleatério respeitando suas devidas probabilidades encontradas.

Desta forma, uma realizacdo de uma imagem estocastica serd gerada e assim repetir
estes passos desde o passo 2 para obter uma nova realizagao, veja-se na se¢ao seguinte varias

realizacoes desde uma amostra de dados.

5.2 Fluxograma multi-pontos

A seguir mostre-se a figura (5.5), o passo a passo do algoritmo utilizando a nova metodolo-

gia proposta nesta tese através de um fluxograma.
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Figura 5.5: Fluxograma com a nova metodologia multi-pontos.
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Capitulo 6
Resultados e discussao

Os resultados obtidos da simulagao multi-ponto conforme os métodos descritos no capi-
tulo anterior encontram-se nas Figuras 6.1 6.2, 6.3 e 6.4, conforme Strebelle (2000) e de
acordo com a metodologia proposta nesta tese usando o software R.

Como se pode observar nessas figuras, foram obtidas 12 realizagoes para ambas as
metodologias com o objetivo de analisar a ergodicidade das mesmas. Além disso, todas
as realizacoes estao com as zonas de incerteza destacadas.

As zonas de incerteza foram mapeadas aplicando-se a metodologia proposta por
Yamamoto et al. (2012), que sugerem separar um evento certo do incerto, com base na sua
variancia. Como se trabalha com as probabilidades, ou seja, com proporcoes de tipos da
variavel categorica (Py), as varidncias associadas s@o facilmente determinadas como Py (1 —
Py).

E importante ressaltar que em geoestatistica ¢ comum usar as realizacoes da simulacdo
estocéstica para determinar a varidncia ou incerteza associada a média das realizacoes. Mas,
deve-se ter em mente que cada realizagao também esta sujeita a uma incerteza, pois é
condicional aos pontos amostrais. Na metodologia de Strebelle (2000) e na proposta da
nova metodologia, consideram-se o mapeamento da zona de incerteza de cada realizagao
multi-ponto como algo inovador e efetiva contribuicao dessa pesquisa.

Comparando-se os resultados, verifica-se que a metodologia proposta por Strebelle (2000),
proporciona realizagoes com incertezas maiores devido a atribuigao de probabilidades marginais
a templates que nunca ocorrem. Como se trata de método sequencial, ao assumir uma proba-
bilidade a priori para simular um no, esse método atualiza a base de dados e assim propaga-se
para toda a regiao de estudo. A maior incerteza decorre do peso de probabilidades marginais
ao invés das probabilidades condicionais.

Ao revermos esse fato, o algoritmo de Strebelle (2000) foi estudado a exaustao, que per-
mitiu descobrir o peso de probabilidades marginais para templates que nunca ocorrem e,
portanto, com probabilidades nulas. Assim, o algoritmo proposto nesse trabalho retorna ao
nivel imediatamente anterior aquele que foi verificado um template que nunca ocorre. Por-

tanto, conforme a alteracao proposta trabalha-se somente com probabilidades condicionais,

43
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Tabela 6.1: Frequéncias das litologias na imagem reamostrada de 400 pontos.

Frequéncias
Litologia 1 | Litologia 2 | Litologia 3 | Total
127 185 88 400

Tabela 6.2: Frequéncias das litologias conforme as realizacoes multi-ponto de acordo com a
metodologia de Strebelle (2000).

Realizagao Frequéncias

Litologia 1 | Litologia 2 | Litologia 3 71

1 73 120 89 118

2 75 153 76 96

3 97 126 73 104

4 72 135 100 93

5 73 162 87 78

6 67 170 84 79

7 100 107 65 128

8 72 156 71 101

9 71 153 76 100

10 82 152 82 84

11 73 120 89 118

12 75 153 76 96
Meédia: 77,50 142,25 80,67 99,58
Desvio Padrao: 9,97 19,02 9,26 15,02

que sao sempre maiores que as probabilidades marginais e, assim, com menores incertezas
associadas.

Os resultados obtidos nas realizagoes devem ser comparados com a Figura 5.2, a imagem
reamostrada da imagem de treinamento (Figura 5.1), pois a malha ¢ idéntica as malhas das
realizacoes efetuadas.

Assim, como ponto de partida mostra-se na Tabela 6.1 as frequéncias da imagem rea-
mostrada em termos das trés litologias que compoem uma variével categorica.

As estatisticas das realiza¢oes conforme a metodologia de Strebelle (2000) encontram-se
na Tabela 6.2.

A sintese dos resultados das realizagoes conforme a alteragdo proposta neste trabalho
encontra-se na Tabela 6.3.

Como se pode observar nas Tabelas (6.2 e 6.3), os resultados das realiza¢oes multi-ponto
de acordo com a alteragao proposta desta tese sdo superiores (em relagdo a média) aqueles
conforme a metodologia classica de Strebelle (2000).

Embora os resultados observados na Tabela (6.4) pela metodologia Yamamoto et al.
tenha problemas de estimativa nas bordas e seja gerada por uma tunica realizagdo (tnica
probabilidade), por se tratar de uma metodologia originada pela krigagem indicadora, ela
ainda deve ser utilizada em casos que nao se possua uma imagem de treinamento (infor-

magao a priori).
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Tabela 6.3: Frequéncias das litologias conforme as realizagoes multi-ponto de acordo com a
nova metodologia proposta nesta tese.

Realizacao Frequéncias

Litologia 1 | Litologia 2 | Litologia 3 Z1

1 119 136 107 38

2 97 174 89 40

3 124 178 59 39

4 107 141 116 36

5 102 174 86 38

6 109 169 82 40

7 91 191 85 33

8 97 146 103 54

9 95 183 80 42

10 107 166 82 45

11 90 199 7 34

12 147 156 59 38
Média: 107,08 167,75 85,42 39,75
Desvio Padrao: 15,68 18,87 16,44 5,31

Tabela 6.4: Frequéncias das litologias conforme a realizagao multi-ponto de acordo com a
metodologia Yamamoto et al..

Realizagao Frequéncias
Litologia 1 | Litologia 2 | Litologia 3 | ZI | N6 nao estimado
1 59 119 68 61 93
Média: 59 119 68 61 93

Neste sentido, as propor¢oes simuladas conforme a nova aproximagao (Tabela 6.3) sdo
mais proximas aquelas iniciais (Tabela 6.1), mesmo considerando a zona de incerteza. As
zonas de incerteza associadas as realizagoes multi-ponto conforme a alteragao proposta sao

muito menores que aquelas mapeadas segundo as outras duas metodologias estudadas.
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Figura 6.1: (a) 1° realizagao segundo Strebelle, (b) 1° realizagao segundo Rodriguez, (c) 2° realizacao segundo Strebelle, (d) 2° realizagao
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Capitulo 7
Conclusoes

O programa SGeMS! com seu codigo fonte snesim.h, serviu de referéncia para a criacao
de um algoritmo de simulacao estocéstica escrito no programa R para o desenvolvimento da
inovadora metodologia multi-pontos, que utiliza distribuigoes de probabilidade local inferida
através da imagem de treinamento para variaveis qualitativas e quantitativas discretas. Em
contraste a geoestatistica classica de dois pontos (modelo de variograma), o método, reproduz
complexos padroes, como a previsao de facies geoldgicas, propriedades fisicas, geofisicas e
geoquimicos da subsuperficie de qualquer fenomeno em 2D (pizels) e 3D (vozels), assim
como para reservas minerais, reservatorios petroliferos, entre outros fenémenos com variaveis
regionalizadas.

Em alternativa as técnicas baseadas em objetos (vozels), a proposta de aproximagao é
geral; esta mesma metodologia permite simular qualquer tipo de fendémeno com comporta-
mento heterogéneo, de qualquer forma e em qualquer escala.

Este algoritmo baseado em arvore de busca nao necessita ser modificado para estimar
um objeto particular e/ou geometria; sua linguagem simples, reproduz qualquer padrao
complexo. A razao para tal generalidade é que o usuério nao precisa decidir com antecedéncia
quais estatisticas ou parametros geoestatisticos sao essenciais, pois esses parametros serao
reproduzidos nas realiza¢oes simuladas. Todas as estatisticas sao diretamente providenciadas
com a imagem de treinamento, portanto, devem exibir as heterogeneidades consideradas
relevantes para a subsuperficie. O algoritmo de arvore de busca, segue os passos dos modelos
classicos de modelagem de variogramas e krigagem.

A simplicidade desta metodologia, no entanto, a partir de uma maior dependéncia so-
bre a decisao a priori da estacionariedade local, onde serao herdados os valores estimados a
partir da imagem de treinamento. A partir de agora, o algoritmo herda estruturas presentes
nas imagens de treinamento, sem limites, com o risco de exportacao de detalhes irrelevan-
tes, podendo ser repassados a area ou subsuperficie de estudo. Mas, também consegue-se
controlar a frequéncia das propriedades a serem exportadas para a area ou subsuperficie, a

imagem de treinamento pode mostrar uma tendéncia que nao é relevante, mantendo apenas

'Software de modelagem geoestatistico desenvolvido pela Universidade Stanford.
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as caracteristicas de alta frequéncia que permitem a filtragem dessas tendéncias. Inversa-
mente, utilizou-se uma imagem suavizada de treinamento gerada por um algoritmo baseado
em objeto, apenas as estatisticas de baixa frequéncia correspondentes aos objetos em grande
escala devera ser reproduzida.

Observa-se uma melhor compreensao da imagem de treinamento, onde pode-se controlar o
impacto sobre o fluxo de respostas. Portanto, esta tese demonstra a “esséncia’ da metodologia
multi-pontos a ser compreendida, na qual visualiza-se a técnica de identificacao sobre os
padroes reproduzidos. Observa-se também, uma selecao adequada dos eventos dos dados
condicionados ao restringir caracteristicas nao desejaveis produzidas pela metodologia multi-
pontos, porem, que sao repassadas a partir da imagem de treinamento, o que implica na plena
dependéncia das restricoes geométricas dos dados do evento condicionado.

Conforme os resultados apresentados no capitulo anterior, a metodologia proposta per-
mite obter realizagoes multi-ponto com incertezas muito menores que aquelas resultantes da
metodologia classica. As realizagoes da simulagao estocastica devem ser acompanhadas de
suas incertezas, uma vez que elas sao baseadas em dados amostrais e, portanto, sempre su-
jeitas a incertezas. Evidentemente, no caso da simulagao multi-ponto, deve ser considerada a
correlagao da imagem de treinamento com os dados amostrais, pois se a correlagao for baixa
pode-se introduzir outra fonte de erro além daquela inerente a amostragem.

Em conclusao, esta pesquisa permitiu obter realizagoes multi-ponto com menores in-
certezas, bem como, possibilitou o mapeamento da zona de incerteza que é fundamental
para o exame das realizagoes individuais.

A utilizacao desta nova ferramenta servird como base para futuras e diversas aplicagoes
geoestatisticas dentro do conceito da geoestatistica multi-pontos e compartilhada mediante
o R. Além de contribuir na avaliagao de projetos geologicos, geofisicos e petroliferos, per-
mitird amparar tecnicamente decisoes estratégicas com maior grau de confianga e precisao.
O programa e os bancos de dados utilizados podem ser solicitados diretamente via email:

joan@ime.usp.br.

7.1 Recomendacoes

Assim como na estatistica bayesiana, sempre que possivel é bom integrar ao modelo
preditivo as informagdes com conhecimento prévio, como é o casso da metodologia multi-
ponto, desta forma, leva a previsdes mais precisas. Portanto, quando tiver uma boa imagem
de treinamento que reflita o comportamento da area amostral, recomenda-se esta ferramenta,

que caracterizara e identificara alvos com menor incerteza.
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7.2 Sugestoes para pesquisas futuras
Este trabalho oferece vérias possibilidades para futuras pesquisas, entre estas destaca-se:

e Resolver problemas com diferentes tipos de template de busca na nova metodologia

multi-ponto.

e Desenvolver diversas aplicagoes em sistemas de dados georreferenciados onde a infor-

magao esteja faltando (perdidas).
e Implementar generalizacao funcional com interface do software estatistico R.

e Desenvolver a metodologia multi-ponto com co-variaveis utilizando a nova proposta

desta tese.
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Codigo snestm.R por Rodriguez, J.N.C.

1
2 # carregar as seguintes librarias no R
3 require (scatterplot3d) # graficos em 3D
4 require (breakage) # logica de programagdo para poder interrumpir
5 require (Rniftilib) # Interface para NIFTICLIB para leitura de dados
ecolbgicos
6 require (mvpart)
7 require (vegan)
dissimilaridade
8 require (foreign)
9 require (kinship2)
10 require (geoR)
11 require (geoPlot)
12 require (geoRglm)
13 require(geotools) # ferramentas geovisuais
14 require(sp) # Statitisticas
15 require(rgl) regressdo linear simples
16 require (AnalyzeFMRI) # para leitura de figuras FMRI
17 require (tcltk2) # para logia de programacao
18 require (fastICA) # para logia de programacao
(
(
(
(
(
(
(
(
(

Recursos com arvore de regressao
Para utilizar matriz de ordenagao, diversidade e

H=

leitura de dados externos

para ordenar matrix

geoestatistica béasica

graficos espaciais

modelos lineares generalizados espaciais

F=FF 33k

19 require(shapefiles) # leitura de arquivos shapefile

20 require (graphics) # para graficar

21 require (RODBC) # conectores externos

22 require (MASS) # prinicipais comandos para matrizes

23 require (gstat) # funcgoes gerais geoestatisticas

24 require (xlsx) # para leitura de arquivos em excel

25 require (XLConnect) # conector para outras fontes de dados

26 require (mgev) # para remover duplicatas

27 require (stats) # para remover duplicatas

28

29 #Ingrese seus dados em data.frame ou em matriz, desde que seja descrito
assim como BB e bb

30

31 #load ("C:\\ Users\\ joan\\Documents\\Programas\\Dado sintético 2D\\
Dado_sintetico 2D") # mudar diretorio quando for utilizar

32 ## BB imagem de treinamento como data.frame: 10000 pontos, mas pode—se
testar com mais pontos ja foi testado com 230milpontos

33 ## bb imagem de treinamento como data.frame menor com 400 pontos, mas
pode—se testar com mais pontos

34

35 head

36 head
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41 ifelse (is.matrix (BB)=—TRUE,{
42 BBl<—data.frame (BB[,1] ,BB[,2] ,BB[,3] ,BB[,4]) # realocamos a matriz de
dados de treinamento num data frame do R

43 names(BB1) [1] <= "i_x" # renomeamos o nome da coluna de X

44 names(BB1) [2] <— "j_y" # renomeamos o nome da coluna de Y

45 names(BB1) [3] <— "k _z" # renomeamos o nome da coluna de Z

46 names(BB1) [4] <— "categ"  # renomeamos o nome da coluna das respostas
categoricas representadas em 1,2.,3,... K. Agora, estuda—se com K=3

47 print ("Sua entrada de dados é matriz, ela serd convertido em data frame
BB1") 1},

48 ifelse (is.data.frame (BB)=—TRUE,{

49 BB1<-BB # realocamos o data frame de dados de

treinamento em BBI1

n "

50 names (BB1) [1] <— "i_x # renomeamos o nome da coluna de X

51 names(BB1) [2] <— "j_y" # renomeamos o nome da coluna de Y

52 names (BB1) [3] <— "k _z" # renomeamos o nome da coluna de Z

53 names(BB1) [4] <— "categ"  # renomeamos o nome da coluna das respostas
categoricas representadas em 1,2.,3,... K. Agora, estuda—se com K=3

54 print ("Sua entrada de dados é data frame, ela serd repassado no data frame

BB1")

55 },{print ("Mudar Sua entrada de dados para que o programa comece a
trabalhar , pode ser formato matriz ou data frame")}

56 1))

57

58

59 # As categorias utilizadas sao: preto=1, vermelho=2, verde=3

60 vec categ<—sort (unique (BB1[,"categ"])) # obtem as categorias codificadas
em numeros

61 vec categ

62

63 # Tratamento dos dados de entrada

64 # manter a posi¢ao das variaveis:

65 # X na coluna 1, Y na coluna 2, Z na coluna 3 e categ na coluna 4, os
nomes das colunas é indiferentes

66 4 [,1] [.2] [.3] [.4]

67 # X Y Z categ

68

69

70 #Verifique se a &area é um poligono retangular

71

72

73 # Entrada de dados da imagem de treinamento: BB

74 # Entrada de dados reais com coordenadas UIM Datum WGS84 em metros

75

76 # Definir tamanho dos bloquinhos para as imagens

77 tam x<—1 # Exemplo: 50 m

78 tam_y<—1  # Exemplo: 50 m

79 tam_ z<—1 # Exemplo: 1 m

80

81 # Definindo ponto inicial da imagem de treinamento

82 x1 inic<— min(BB1[,1]) # minimo em X

83 yl inic<— min(BB1[,2]) # minimo em Y

84 z1 inic<— min(BB1[,3]) # minimo em Z

85 # Definindo ponto final da imagem de treinamento

86 x1_final<— max(BB1[,1]) # méximo em X

87 yl1 final<— max(BBI1[,2]) # maximo em Y

88 z1 final<—max(BB1[,3]|) # méaximo em Z

89

90
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91 # parametro de controle

92 # Definir o tamanho do bloco

93 tam _x # 50 m para nosso casso real

94 tam_y # 50 m para nosso casso real

95 tam_z # 1 m para nosso casso real

96

97 # Ponto inicial da imagem de treinamento
98 x1 1inic # coordenadas inicial em X

99 yl1 inic # coordenadas inicial em Y

100 z1 inic # coordenadas inicial em Z

101

102 # Ponto inicial da imagem de treinamento
103 x1 final # coordenadas final em X

104 y1 final # coordenadas final em Y

105 z1 final # coordenadas final em Z

106

107 # Calcula—se o numero de bloquinhos em X, Y e Z

108 nx<—(x1_ final—x1 inic)%/%tam x + 1 # calcula—se o namero de bloquinhos
em X

109 ny<—(y1_final—y1l inic)%/%tam_y + 1 # calcula—se o numero de bloquinhos
em Y

110 nz<—(z1 final—z1 inic)%/%tam z + 1 # calcula—se o numero de bloquinhos
em Z, quando nz é 1 estamos em duas dimensoes 2D

111

112 nx +# numero de bloquinhos em X

113 ny +# ntmero de bloquinhos em Y

114 nz +# namero de bloquinhos em Z, se nz é 1 estamos em duas dimensoes 2D

115 nxyz<—nx*ny*nz # calcula—se o nimero total de bloquinhos em estudo

116 nxyz +# namero total de bloquinhos em estudo na imagem de treinamento

117

118 # Entrada de dados das amostras

119 # Estuda—se como imagem de saida , uma amostra de uma imagem controlada
para garantir a analise de diagnoéstico da metodologia multiponto

120

121 # Imagem de treinamento serd definido como: Imagem treino<—bbl

122 # para isto, define—se um vetor aleatorio para selecionar amostras no data
frame bb

123 # para controlar o arranjo aleatorio utilizamos a fun¢do set.seed(namero
de controle)

124

125 set.seed (3456) # fungdo que controla o arranjo aleatério em "3456", é para
gerar a mesma amostra apresentada na tese

126 bbl<—data.frame (bb[sample (1:nrow(bb) ,25) ,], row.names = NULL) # escolhe—se
o tamanho das amostras para testar a metodologia multiponto em
25(6.25%) ,50(12.5%) e 150 (37.5%)

127 open3d () # funcdo para preparar o ambiente de gréaficos

128 plot3d (bbl[,1], bbl[,2], bbl[,3], col=bbl[,4], type=’s’, radius=c
(0.55,0.55,0.55) ,xlab="X", ylab="Y", zlab="Z") # fungdo que grafica em
3D

129

130

131 # Definindo ponto inicial da imagem de saida

132 x1_inic_s<— min(bbl[,1]) # minimo em X da imagem de saida, verificar o
minimo em X/Y/Z, pois a amostra ndo necessariamente ird conter minimo
desejado na coordenada X/Y/Z

133 y1 inic_s<— min(bbl[,2]) # minimo em Y da imagem de saida

184 z1 inic s<— min(bbl[,3]) # minimo em Z da imagem de saida

135 # Definindo ponto final da imagem de saida
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136 x1 final s<— max(bbl[,1]) # méaximo em X da imagem de saida, verificar o
maximo em X/Y/Z, pois a amostra ndo necessariamente ird conter o méaximo
desejado na coordenada X/Y/Z

187 y1 final s<— max(bbl[,2]) # méaximo em Y da imagem de saida

138 z1 final s<— max(bbl[,3]) # méaximo em Z da imagem de saida

139

140 x1 inic_s # coordenadas inicial em X da imagem de saida

141 y1 inic_s # coordenadas inicial em Y da imagem de saida

142 z1 inic_s # coordenadas inicial em Z da imagem de saida

143

144 # Ponto inicial da imagem de treinamento

145 x1 final s # coordenadas final em X da imagem de saida

146 y1 final s # coordenadas final em Y da imagem de saida

147 z1 final s # coordenadas final em Z da imagem de saida

148

149 # O tamanho dos bloquinhos a priori tem que ser o mesmo que a imagem de
treinamento

150 # Calcula—se o numero de bloquinhos em X, Y e Z da imagem de saida

151 nx_s<—(x1_final s—x1_ inic_s)%/%tam x+1 # calcula—se o nuamero de
bloquinhos em X

152 ny s<—(yl_ final s—yl inic_s)%/%tam_y+1 # calcula—se o numero de
bloquinhos em Y

153 nz_s<—(z1_ final s—zl1 inic_s)%/%tam z+1 # calcula—se o numero de
bloquinhos em Z, quando nz é 1 estamos em duas dimensbes 2D

154

155 # precisamos saber o tamanho do cubo de dados da imagem de treinamento

156

157 nx_s # numero de bloquinhos em X na imagem de saida

158 ny s # numero de bloquinhos em Y na imagem de saida

159 nz s +# ntmero de bloquinhos em Z na imagem de saida, como nz é 1 estamos
em duas dimensoes 2D

160 nxyz s<-—nx_sxny s%nz_s 7 calcula—se o ntimero total de bloquinhos em
estudo na imagem de saida

161 nxyz s # nimero total de bloquinhos em estudo na imagem de treinamento

162

163 nrow(bbl) # quantidade de informagdes na imagem de saida, neste casso
equivalente a 25 (6.25%) ou 50 (12.5%) ou 150 (37.5%)

164

165

166 # Construindo o template de busca

167 # escolhe—se um template em cruz, assim como pode—se escolher muitos
outros 12 arranjos distintos

168 Ml<— matrix (¢ (

169 0,1,0, # (0,1,0) ¢ hl, o vetor que levara até a posi¢ao ul=uthl para
avaliar a resposta da variavel em S(ul)

170 1,0,0, # (1,0,0) é¢ h2, o vetor que levard até a posi¢cdo ul=ut+h2 para
avaliar a resposta da variavel em S(u2)

171 0,-1,0, # (0,—-1,0) é h3, o vetor que levard até a posi¢cdo ul=u+h3 para
avaliar a resposta da varidvel em S(u3)

172 —-1,0,0, # (—1,0,0) ¢é h4, o vetor que levarda até a posigdo ul=uth4 para
avaliar a resposta da variavel em S(u4)

173 1,1,0, # (1,1,0) ¢ h5, o vetor que levara até a posicao ul=ut+hd para
avaliar a resposta da varidvel em S(ub)

174 1,-1,0, # (1,-1,0) é h6, o vetor que levarda até a posi¢cdo ul=u+h6 para
avaliar a resposta da varidvel em S(u6)

175 —-1,-1,0, # (—=1,—1,0) é h7, o vetor que levarda até a posigdo ul=uth7 para
avaliar a resposta da variavel em S(u7)

176 —1,1,0, # (—1,1,0) é h8, o vetor que levara até a posi¢cdo ul=u+h8 para
avaliar a resposta da varidvel em S(u8)
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177 0,2,0, # (0,2,0) ¢ h9, o vetor que levara até a posi¢cao ul=ut+h9 para
avaliar a resposta da variavel em S(u9)

178 0,-2,0, # (0,—2,0) & hl0, o vetor que levard até a posigdo ul=uthl0 para
avaliar a resposta da variavel em S(ul0)

179 2,0,0, # (2,0,0) é¢ hll, o vetor que levara até a posigao ul=uthll para
avaliar a resposta da variavel em S(ull)

180 —2,0,0 # (—2,1,0) & hl2, o vetor que levarda até a posigdo ul=uthl2 para
avaliar a resposta da variavel em S(ul2)

181 ) ,12,3 ,byrow=TRUE) # os vetores formam uma matriz de 12 linhas x 3
colunas

182

183

184 # Definimos Valores NA para verificar o valor da categoria na localizacgéao
u segundo o template que ira ter 12 vetores

185

186 ul<—u2<—u3d<—ud<—ub<—ub<—u7<—u8<—u9<—ull0<—ull<—ul2<—NA

187 nMl<—nrow (M1l) # é o ntmero de niveis realacionado ao template de busca com
12 niveis na arvore de probabilidades condicionais

188

189 # a imagem de treinamento sera alocada na matriz "Imagem treino"

190 # preparando a tabela para calcular as probabilidades condicionais

191 Imagem treino<—data.frame(BB1[,1], BB1[,2], BB1[,3],BB1[,4],ul,u2,u3,ud,ub
,ub ,u7,u8,u9,ul0,ull,ul2) # o objeto "Imagem treino" recebe os valore
do data frame BBl (imagem de treinamento)

192 names(Imagem treino)[1] <— "i_x" # renomeamos o nome da coluna de X

193 names(Imagem treino)[2] <— "j y" # renomeamos o nome da coluna de Y

194 names(Imagem treino) [3] <— "k _z" # renomeamos o nome da coluna de Z

195 names(Imagem treino)[4] <— "categ" 4 renomeamos o nome da coluna das
respostas categoéricas representadas em 1,2 ,3,...,K. Agora, estuda—se
com K=3

196

197

198 n_imag t<-nrow(Imagem treino) # é o numero de linhas que o template
passara procurando padroes
199
200 # Mapeamento das probabilidades condicionais em cada bloquinho da imagem
de treinamento
201 for (i in 1:n_imag t){
202 uml<—t (as.matrix (¢ (Imagem treino[i,"i x"],Imagem treino[i,"j y"],
Imagem treino[i,"k z"])+MI1[1,])) # captura a posicdo do vector
hl no i—ésimo bloquinho, desta forma se obtem o valor de S(ul)
203 um2<—t (as.matrix (¢ (Imagem treino[i,"i x"|,Imagem treino[i,"j y"],
Imagem treino[i,"k z"])-+M1[2,])) # captura a posi¢do do vector
h2 no i—ésimo bloquinho, desta forma se obtem o valor de S(u2)
204 um3<—t (as.matrix (¢ (Imagem treino[i,"i x"],Imagem treino[i,"j y"]|,
Imagem treino[i,"k z"|)+M1[3,])) # captura a posicdo do vector
h3 no i—ésimo bloquinho, desta forma se obtem o valor de S(u3)
205 umd<—t (as.matrix (¢ (Imagem treino[i,"i

n

i x"],Imagem treino[i,"j y"],
Imagem treino[i,"k z"])+Ml1[4,])) # captura a posicado do vector
h4 no i—ésimo bloquinho, desta forma se obtem o valor de S(u4)
206 umb<—t (as.matrix (¢ (Imagem treino[i,"i x"],Imagem treino[i,"j y"]|,
Imagem treino[i,"k z"|)4MI1[5,])) # captura a posicdo do vector
h5 no i—ésimo bloquinho, desta forma se obtem o valor de S(ub)
207 um6b<—t (as.matrix (¢ (Imagem treino[i,"i x"],Imagem treino[i,"j y"],
Imagem treino[i,"k z"])+M1[6,])) # captura a posigdo do vector
h6 no i—ésimo bloquinho, desta forma se obtem o valor de S(u6)
208 um7<—t (as.matrix (¢ (Imagem treino[i,"i x"|,Imagem treino[i,"j y"],
Imagem treino[i,"k z"]|)4MI1[7,])) # captura a posicdo do vector
h7 no i—ésimo bloquinho, desta forma se obtem o valor de S(u7)
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um8<—t (as.matrix (¢ (Imagem treino[i,"i x"],Imagem treino[i,"j y"],
Imagem treino[i,"k z"])+MI1[8,])) # captura a posi¢do do vector
h8 no i—ésimo bloquinho, desta forma se obtem o valor de S(u8)

um9%<—t (as.matrix (¢ (Imagem treino[i,"i x"],Imagem treino[i,"j y"],
Imagem treino[i,"k z"])+M1[9,])) # captura a posi¢do do vector
h9 no i—ésimo bloquinho, desta forma se obtem o valor de S(u9)

umlO<—t (as.matrix (¢ (Imagem treino[i,"i x"],Imagem treino[i,"j y"],
Imagem treino[i,"k z"])+MI1[10,])) # captura a posigdo do vector
h10 no i—ésimo bloquinho, desta forma se obtem o valor de S(ul0)

umll<—t (as.matrix (¢ (Imagem treino[i,"i x"],Imagem treino[i,"j y"]|,
Imagem treino[i,"k z"])+MI1[11,])) # captura a posigdo do vector
h1l no i—ésimo bloquinho, desta forma se obtem o valor de S(ull)

uml2<—t (as.matrix (¢ (Imagem treino[i,"i x"],Imagem treino[i,"j y"]|,
Imagem treino[i,"k z"])+MI1[12,])) # captura a posigdo do vector
h12 no i—ésimo bloquinho, desta forma se obtem o valor de S(ul2)

# incremente aqui quando aumentar mais vetores para o template de
busca

a<—as.vector (Imagem treino[which(Imagem treino[,"i x"|==uml[1l,1] &

Imagem treino|,"j y"|==uml|[1,2] & Imagem treino[,"k z"|==uml
[1,3]),"categ"]) # captura o valor do vetor hl no i—ésimo
bloquinho

ifelse (length (a)==0,al<-NA,al<—a) # validando existéncia

b<—as.vector (Imagem treino|[which(Imagem treino[,"i x"|==um2[1,1] &

Imagem _treino| ,"j_y"|=—um2[1,2] & Tmagem_treino |, "k_z"|——um?
[1,3]),"categ"]) # captura o valor do vetor h2 no i—ésimo
bloquinho

ifelse (length (b)==0,b1<—NA,bl<—b) # validando existencia

c<—as.vector (Imagem treino[which(Imagem treino[,"i x"]==um3[1,1] &

Imagem treino[,"j y"]==um3[1,2] & Imagem treino[,"k z"|==um3
[1,3]),"categ"]) # captura o valor do vetor h3 no i—ésimo
bloquinho

ifelse (length (c¢)==0,c1<—NA,cl<—c) # validando existéncia

d<—as.vector (Imagem treino[which(Imagem treino[,"i x"|==um4[1,1] &

Imagem treino[,"j y"]==um4[1,2] & Imagem treino[,"k z"|==um4
[1,3]),"categ"]) +# captura o valor do vetor h4 no i—ésimo
bloquinho

ifelse (length (d)==0,d1<-NA,d1<—d) # validando existéncia

e<—as.vector (Imagem treino[which(Imagem treino[,"i x"|==umb5[1,1] &

Imagem_treino[,"j_y"|——um5[1,2] & Imagem _treino|,"k_z"|—umS
[1,3]),"categ"]) +# captura o valor do vetor h5 no i—ésimo
bloquinho

ifelse (length (e)==0,e1<-NA,el<—e) # validando existéncia

f<—as.vector (Imagem treino[which(Imagem treino[,"i x"]==um6[1,1] &

Imagem treino[,"j y"|==um6[1,2] & Imagem treino[,"k z"]==um6
[1,3]) ,"categ"]) +# captura o valor do vetor h6 no i—ésimo
bloquinho

ifelse (length (f)==0,f1<NA, fl<—f) # validando existéncia

g<—as.vector (Imagem treino[which(Imagem treino[,"i x"|==umT7[1,1] &

Imagem treino[,"j y"|==um7[1,2] & Imagem treino[,"k z"]==um?7
[1,3]),"categ"|) # captura o valor do vetor h7 no i—ésimo
bloquinho

ifelse (length (g)==0,g1<-NA, gl<—g) # validando existéncia
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h<—as.vector (Imagem treino[which(Imagem treino[,"i x"|]==um8[1,1] &
Imagem treino[,"j y"|==um8[1,2] & Imagem treino[,"k z"|==um8
[1,3]),"categ"]|) # captura o valor do vetor h8 no i—ésimo
bloquinho

ifelse (length (h)==0h1<—NA hl<—h) # validando existéncia

k<—as.vector (Imagem treino[which(Imagem treino[,"i x"|==um9[1,1] &
Imagem treino[,"j y"|]==um9|[1,2]| & Imagem treino|,"k z"|==um9
[1,3]),"categ"]) # captura o valor do vetor h9 no i—ésimo
bloquinho

ifelse (length (k)==0,k1<—NA k1<—k) # validando existéncia

l<—as.vector (Imagem treino[which(Imagem treino|[,"i x"|]==umlO[1,1] &
Imagem treino[,"j y"|]==umlO[1,2] & Imagem treino[,"k z"|==uml0
[1,3]),"categ"]) # captura o valor do vetor hl0 no i—ésimo
bloquinho

ifelse (length (1)==0,11<-NA,11<-1) # validando existéncia

nx—as . vector (Imagem treino|[which(Imagem treino[,"i x"|==umll[1l,1] &
Imagem treino[,"j y"]|==umll[1,2] & Imagem treino[,"k z"]|==umll
[1,3]),"categ"]) # captura o valor do vetor hll no i—ésimo
bloquinho

ifelse (length (m)==0ml<—NA ,ml<—m) # validando existencia

n<—as.vector (Imagem treino[which(Imagem treino[,"i x"|]==uml2[1,1] &
Imagem treino[,"j y"|==uml2[1,2] & Imagem treino[,"k z"]==uml2
[1,3]),"categ"]) # captura o valor do vetor hl2 no i—ésimo
bloquinho

ifelse (length (n)==0,n1<-NA ,nl<mn) # validando existencia

# incrementar aqui quando aumentar vetores no template de busca

Imagem treino[i,"ul"]<—al # alocando o valor encontrado em hl
Imagem treino[i,"u2"]<—bl # alocando o valor encontrado em h2
Imagem treino[i,"u3"|<—cl # alocando o valor encontrado em h3
Imagem treino[i,"ud4"]<—dl # alocando o valor encontrado em h4
Imagem treino[i,"u5"|]<—el # alocando o valor encontrado em h5
Imagem treino[i,"u6"]<—fl # alocando o valor encontrado em h6
Imagem treino[i,"u7"|<—gl # alocando o valor encontrado em h7
Imagem treino[i,"u8"|]<—hl # alocando o valor encontrado em h8
Imagem treino[i,"u9"|]<—kl # alocando o valor encontrado em h9

Imagem treino[i,"ul0"]<—11 # alocando o valor encontrado em hl0
Imagem treino[i,"ull"]<—ml # alocando o valor encontrado em hll
Imagem treino[i,"ul2"]<—nl # alocando o valor encontrado em hl2

# incrementar aqui quando aumentar vetores no template de busca

268 } # final do for para contruir a matriz de probabilidades

269
270

271 # salve a matriz de probabilidades para reutilizar para outros testes
272 #save .image ("C:\\ Users\\joan\\Documents\\ Programas\\Dado sintético 2D\\

figuras\\ Colocar na_tese\\matriz deprobabilidades")

273 #load ("C:\\ Users\\joan\\Documents\\ Programas\\Dado sintético 2D\\ figuras\\

274

Colocar _na_tese\\matriz deprobabilidades")

275 # repasando as amostras para a matriz AA

276
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277 AA<—matrix (NA,nxyz s,42) # quando precisar de mais colunas pode utilizar ,
atualmente fixei em 30 colunas, serd necessario quando incrementar os
votores do template de busca

278 cont<—0 #contador para construir a matriz

279 # construimos a matriz de saida, que receberda todos os calculos realizados
pela estatistica multiponto

280 for (k in 1l:nz s){

281 for(j in l:ny s){

282 for (i in l:nx_ s){

283 cont<—cont+1

284 a<—ifelse (length (bbl[,"i_x"]==1i & bbl[,"j_y"]==j & bbl[,"k_z"]==k)
~=1,

285 array (bbl[which(bbl[,"i x"]==1 & bbl[,"j y"|==j & bbl[ ,"

k_z"|==k) ,4]) ,NA)

286 AA[cont,l]<—1i # a coluna 1 da matriz AA recebe a coordenada em X

287 AAfcont ,2]<—]j # a coluna 2 da matriz AA recebe a coordenada em Y

288 AA[cont,3]<—k # a coluna 3 da matriz AA recebe a coordenada em Z

289 AAfcont ,4]<—a

290 AAfcont,5]<—(k—1)*nx_sxny s+(j—1)*nx_s+i

201

292 }

293 }

294 }

295

296 AA<~AA[order (AA[,5]) ,] #ordenamos a matriz de saida AA onde recebera todos
os calculos

297 #head (AA)

298

299 AA antes<—AA # guardamos a matriz AA em AA antes antes de comecar
qualquer calculo #AA<—AA antes

300

301 vetor e<—as.vector ( AA[which(is.na(AA[,4])=—TRUE) ,5] ) # vetor que contem
as posigdes que precisam receber estimativas na matriz de calculo AA

302

303 vetor amostras<—as.vector( AA[which(is.na(AA[,4])!=TRUE) ,5]) 4 vetor que
contem as posi¢coes das amostras na matriz de calculo AA

304

305 posicao _a<—vetor e # arranjo aleatoério

306

307 vetor e # mostra o vetor que contem as posigoes que precisam receber
estimativas na matriz de céalculo AA

308 length (vetor e)

309

310 vetor amostras # vetor que contem as posi¢oes das amostras na matriz de
calculo AA

311 length (vetor amostras)

312

313 conta sem<—contal<—contal<—conta2<—contad<—contad<—contab<—conta6<—conta7
<—conta8<—conta9<—contalO<—contall<—contal2<—contal3<—contal4d <—0

314

315

316 # inicio do while enquanto

317

318 while (length (AA[which (is.na(AA[,4])=—TRUE) ,4]) >0) {

319

320 posicao a<—sample(posicao a)

321

322 ifelse (is.na(AA[posicao_a[1l],4])=TRUE,{

323
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um<—matrix (NA,nM1,3) # criagao da matriz que recebe as novas posigoes do
bloquinho posicionado em u

uml<—matrix (NA,nM1,1) # criagdo da matriz um para receber os valores das
observacoes vizinhas

for (w in 1:nMl1){

um|w,]<—t (as.matrix (¢ (AA[posicao_a[l],1] ,AA[posicao_a[l],2] ,AA[posicao_a
[1],3]) + Ml|{w,])) # matriz um recebe os vectores de coordenadas que
fazem parte dos vizinhos segundo o template de busca

uml [w,1] < —(um|[w,3] —1)*nx_s*ny s+(um|[w,2] —1)*nx_stum|[w,1] # matriz um
recebe as observagdes (categorias codificadas em 1,2,3) nas
coordenadas que fazem parte dos vizinhos segundo o template de busca

# Alocando e resgatando os valores em S(uth)

S<—c ()

ifelse (length (AA[which (AA[,5]==uml[1,1]) ,4] )==0,S[1]<—NA,S[1]<—AA[which (
AA[,5]==uml|[1,1]) ,4]) #captura o valor da variavel S(ul)

ifelse (length (AA[ which (AA[,5]==uml[2,1]) ,4] )==0,S[2]<—NA,S[2]<—AA[which (
AA[,5]==uml[2,1]) ,4]) #captura o valor da variavel S(u2)

ifelse (length (AA[ which (AA[,5]==uml[3,1]) ,4] )==0,S[3]<—NA,S[3]<—AA[which (
AA[,5]==uml[3,1]) ,4]) #captura o valor da variavel S(u3)

ifelse (length (AA[which (AA[,5]==uml[4,1]) ,4] )==0,S[4]<—NA,S[4]<—AA[which (
AA[,5]==uml[4,1]) ,4]) #captura o valor da variavel S(u4)

ifelse (length (AA[ which (AA[,5]==uml[5,1]) ,4] )==0,S[5]<—NA,S[5]<—AA[which (
AA[,5]==uml[5,1]) ,4]) #captura o valor da varidavel S(ub)

ifelse (length (AA[ which (AA[,5]==uml[6 ,1]) ,4] )==0,S[6]<—NA,S[6]<—AA[which (
AA[,5]==uml[6,1]) ,4]) #captura o valor da variavel S(u6)

ifelse (length (AA[which (AA[,5]==uml[7,1]) ,4] )==0,S[7]<—NA,S[7]<—AA[which (
AA[,5]==uml|[7,1]) ,4]) #captura o valor da variavel S(uT7)

ifelse (length (AA[ which (AA[,5]==uml[8,1]) ,4] )==0,S[8]<—NA,S[8]<—AA[which (
AA[,5]==uml[8 ,1]) ,4]) #captura o valor da varidavel S(u8)

ifelse (length (AA[which (AA[,5]==uml[9,1]) ,4] )==0,S[9]<—NA,S[9]<—AA[which (
AA[,5]==uml[9,1]) ,4]) #captura o valor da variavel S(u9)

ifelse (length (AA[ which (AA[,5]==uml[10,1]) ,4] )==0,S[10]<—NA,S[10]<—AA]|
which (AA[,5]==um1[10,1]) ,4]) #captura o valor da variavel S(ul0)

ifelse (length (AA[ which (AA[,5]==uml[11,1]) ,4] )==0,S[11]<—NA,S[11]<—AA|
which (AA[,5]==uml[11,1]) ,4]) #captura o valor da variavel S(ull)

ifelse (length (AA[ which (AA[,5]==uml[12,1]) ,4] )==0,S[12]<—NA,S[12]<—AA]|
which (AA[,5]==uml1[12,1]) ,4]) #captura o valor da variadvel S(ul2)

# incrementar aqui se aumentar os niveis do template

# modificando desde aqui para probabilidades de todo tipo

Valor S<—as.vector (S[which(is.na(S)!=TRUE)]|) # O valor do posto S

posto _S<—as.vector (which(is.na(S)!=TRUE)) # Posto S

ifelse (length (posto S)>0,Nivel prob<—length (posto S),Nivel prob<-0)

ifelse (Nivel prob==0, contal3<—contal3+1, { # garantindo amostras
dentro do template de busca Nivel 0 nao entra

X<—matrix (NA,nrow (Imagem treino) ,Nivel prob) # matriz dindmica

if (Nivel prob=>0){

for (i in 1:length(posto_ S))

{X[,i]<—Imagem treino[,4+posto_S[i]]}
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# p_util<—c ()

# calculo das probabilidades condicionais que serao alocadas para a
amostra sorteada

ifelse (Nivel prob==1/{

prop l<—data.frame (prop.table(table(Imagem treino[,4].X[,1]) ,2:2))
prop_ul<—prop 1[which(is.nan(prop_ 1[,"Freq"])!=TRUE) ,|
p_util<—as.vector (prop ul[which(prop ul[,2]==Valor_S|[1]) ,3])

ifelse (length (p util)==0, contal<—contal+1,{

AA[posicao _a[l],4] < — sample(vec categ, 1,replace=FALSE, prob=p util) #
estimativa de novos valores

AA[posicao_al],21]<—p_util[1] # a probabilidade nédo condicional
utilizada para estimativa da categoria 1: Level

AAlposicao _a[l],22]<—p_ util[2] # a probabilidade nao condicional
utilizada para estimativa da categoria 2: Level

AA|posicao_a[l],23]<—p_util[3] # a probabilidade nédo condicional
utilizada para estimativa da categoria 3: Level

AA[posicao_al],24]<—p_ util[1]*(1—p_ util[1]) # a incerteza relacionada a
categoria 1: Level

AA[posicao_a[l],25]<—p_ util[2]*x(1—p_ util[2]) # a incerteza relacionada a
categoria 2: Level

AAlposicao _a[l],26]<—p_ util[3]*(1—p_ util[3]) # a incerteza relacionada a
categoria 3: Level

AAlposicao_al],6] <—Nivel prob # Level

AAlposicao_all],7]<—Valor S|[1]

AA[posicao_all],31] < —posto_S|[1]

posicao_a<—posicao_a|—1]

}
)

,ifelse (Nivel prob==2/

prop l<—data.frame (prop.table(table(Imagem treino[,4].X[,1]) ,2:2))
prop ul<—prop 1[which(is.nan(prop 1[,"Freq"])!=TRUE) ,]
p_utill<—as.vector (prop ul[which(prop ul[,2]== Valor S|[1]) ,3])

prop 2<—data.frame (prop.table(table(Imagem treino[,4],X[,1],X[,2]) ,2:3))

prop u2<—prop 2[which(is.nan(prop 2[,"Freq"])!=TRUE) ,]

p_util2<—as.vector (prop u2[which(prop u2[,2]== Valor S[1] & prop u2[,3|==
Valor _S|[2]) ,4])

ifelse (length (p_ util2)!=0, p_ util<—p util2, ifelse (length(p_ utill)!=0,
p_util<—p wutill ,p util<—c()))

ifelse (length (p_util)==0, conta2<—conta2+1,{

AA[posicao_all],4] < — sample(vec categ, 1,replace=FALSE, prob=p util) #
estimativa de novos valores

AA|posicao_a[l],21]<—p_util[1] # a probabilidade n&o condicional
utilizada para estimativa da categoria 1: Level
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AA[posicao_al],22]<—p_ util[2] # a probabilidade nao condicional
utilizada para estimativa da categoria 2: Level

AA[posicao_all],23]<—p_util[3] # a probabilidade nao condicional
utilizada para estimativa da categoria 3: Level

AA[posicao_a[l],24]<—p_ util[1]*(1—p_ util[1]) # a incerteza relacionada a
categoria 1: Level

AA[posicao_a[l],25]<—p util[2]*x(1—p_ util[2]) # a incerteza relacionada a
categoria 2: Level

AA[posicao _a[l],26]<—p_ util[3]|*(1—p util[3]) # a incerteza relacionada a
categoria 3: Level

AA[posicao_all],6]<—Nivel prob # Level

AA[posicao_all],7]<—Valor S[1]

AA[posicao all],8] <—Valor S[2]

AA[posicao _all],31] <—posto_S|[1]

AA[posicao_a[l],32] <—posto_S|[2]

posicao _a<—posicao_a[—1]

}

)

}

,ifelse (Nivel prob==3,

prop l<—data.frame(prop.table(table (Imagem treino|,4],X[,1]) ,2:2))

prop_ul<—prop 1[which(is.nan(prop 1[,"Freq"])!=TRUE) ,]

p_utill<—as.vector (prop_ ul[which(prop ul[,2]== Valor_ S[1]) ,3])

prop 2<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X[,2]) ,2:3))

prop_u2<—prop_2[which(is.nan(prop 2[,"Freq"])!=TRUE) ,]|

p_util2<—as.vector (prop_u2|[which (prop_u2[,2|]== Valor_S[1] & prop_u2[,3|]==
Valor_S|2]) ,4])

prop 3<—data.frame (prop.table(table(Imagem treino[,4],X[,1],X[,2],X[,3])
2:4))

prop_u3<—prop_3|[which(is.nan(prop_ 3[,"Freq"|)!=TRUE) ,]|

p_util3<—as.vector (prop_u3[which(prop_ u3[,2]==Valor_S[1] & prop_ u3[,3]==
Valor S[2] & prop_u3[,4]==Valor_ S|[3]) ,5])

ifelse (length (p util3)!=0, p util<—p util3,ifelse (length(p util2)!=0,
p_util<—p wutil2, ifelse (length(p utill)!=0, p util<—p utill ,p util<—c
0 )

ifelse (length(p util)==0, conta3<—conta3+1,{

AA|posicao_a[l],4] < — sample(vec categ, 1,replace=FALSE, prob=p util) #
estimativa de novos valores

AA[posicao_al],21]<—p_ util[1l] # a probabilidade ndo condicional
utilizada para estimativa da categoria 1: Level

AA[posicao all],22]<—p_ util[2] # a probabilidade nao condicional
utilizada para estimativa da categoria 2: Level

AA|posicao_a[l],23]<—p_util[3] # a probabilidade ndo condicional
utilizada para estimativa da categoria 3: Level

AA[posicao_al],24]<—p_ util[1]*(1—p_ util[1]) # a incerteza relacionada a
categoria 1: Level

AA[posicao_a[l],25]<—p_ util[2]*x(1—p_ util[2]) # a incerteza relacionada a
categoria 2: Level

AA[posicao_a[l],26]<—p util[3]*(1—p_ util[3]) # a incerteza relacionada a

categoria 3: Level
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452 AA[posicao_all],6] <—Nivel prob # Level

453 AA[posicao all],7]<—Valor S|[1]

454 AA[posicao_all],8] <—Valor S|[2]

455 AA[posicao_all],9]<—Valor_ S|[3]

456 AA[posicao_al],31] < —posto_S|[1]

457 AA[posicao_al],32] < —posto_S[2]

458 AA[posicao _a[l],33] < —posto_S|[3]

459 posicao a<—posicao a|[—1]

460

461}

462 )

463

464 )

465 ,ifelse (Nivel prob==4/{

466

467

468 prop_ l<—data.frame(prop.table(table(Imagem treino|[,4],X[,1]) ,2:2))

469 prop ul<—prop 1[which(is.nan(prop 1[,"Freq"])!=TRUE) ,]

470 p_utill<—as.vector (prop ul[which(prop ul[,2]== Valor S|[1]) ,3])

471

472 prop_2<—data.frame(prop.table(table (Imagem treino[,4],X[,1],X[,2]) ,2:3))

473 prop_ u2<—prop_2[which(is.nan(prop_ 2[,"Freq"])!=TRUE) ,]

474 p_ util2<—as.vector (prop u2[which(prop u2[,2]== Valor S[1] & prop u2[,3]==
Valor S|[2]) ,4])

475

476 prop 3<—data.frame (prop.table(table(Imagem treino|,4],X[,1],X[,2],X][,3])
2:4))

477 prop_ u3<—prop_ 3[which(is.nan(prop 3[,"Freq"])!=TRUE) ,]

478 p_ util3<—as.vector (prop u3d[which(prop u3[,2]==Valor S[1] & prop u3[,3]==
Valor S|[2] & prop_ u3[,4]==Valor_ S|[3]) ,5])

479

480

481 prop 4<—data.frame(prop.table(table(Imagem treino[,4],X[,1],X[,2],X[,3],X
[4]) ,2:5))

482 prop ud<—prop 4[which(is.nan(prop 4[,"Freq"])!=TRUE) ,]

483 p_ utild<—as.vector (prop u4|which(prop u4[,2]==Valor S[1] & prop u4[,3]==
Valor S[2] & prop_u4[,4]==Valor_S[3] & prop_ ud[,5]==Valor_ S[4]) ,6])

484

485

486 ifelse (length (p util4)!=0, p util<—p util4d,ifelse (length(p util3)!=0,
p_util<—p wutil3,ifelse (length(p util2)!=0, p util<—p util2, ifelse
length (p_utill)!=0, p_util<—p_ utill ,p_util<—c() ))))

487

488

489

490 ifelse (length (p util)==0, contad<—contad+1,{

491 AA[posicao_all],4]<— sample(vec categ, 1,replace=FALSE, prob=p util) #
estimativa de novos valores

492 AA[posicao_all],21]<—p_util[1l] # a probabilidade ndo condicional
utilizada para estimativa da categoria 1: Level

493 AA[posicao all],22]<—p_ util[2] # a probabilidade nao condicional
utilizada para estimativa da categoria 2: Level

494 AA[posicao_a[l],23]<—p_util[3] # a probabilidade n@o condicional
utilizada para estimativa da categoria 3: Level

495 AA[posicao_a[l],24]<—p_util[1]*(1—p_util[1]) # a incerteza relacionada a
categoria 1: Level

496 AA[posicao_a[l],25]<—p_ util[2]*(1—p util[2]) # a incerteza relacionada a
categoria 2: Level



70

497

498
499
500
501
502
503
504
505
506
507
508
509
510
511
512
513
ol4
915
516
517
518
519
520
521

522
5923

524
525

526
927
928

529
530

931
532
533

934
935

536
937
938

539
540
041
542

ANEXO

AA[posicao_al],26]<—p_ util[3]*(1—p_ util[3]) # a incerteza relacionada a
categoria 3: Level
AA[posicao_all]|,6] <—Nivel prob # Level
AA|posicao_a[l],7]<—Valor S|[1]
AA[posicao_all],8] <—Valor S|[2]
AA[posicao_all],9] < —Valor S[3]
AA[posicao _a[l],10] < —Valor S|[4]
AA[posicao all],31] <—posto S|[1]
AA|posicao_a[l],32] <—posto_ S|[2]
AA[posicao_a[l],33] < —posto_S|[3]
AA[posicao_all],34] < —posto_S|[4]
posicao _a<—posicao_a[—1]

}
)

}

,ifelse (Nivel prob==5{

prop l<—data.frame(prop.table(table (Imagem treino|,4],X[,1]) ,2:2))
prop_ul<—prop_ 1[which(is.nan(prop_1[,"Freq"])!=TRUE) ,]
p_utill<—as.vector (prop_ ul[which(prop ul[,2]== Valor S[1]) ,3])

prop 2<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X[,2]) ,2:3))

prop_u2<—prop_2[which(is.nan(prop_ 2[,"Freq"])!=TRUE) ,]

p_util2<—as.vector (prop_ u2[which(prop_ u2[,2]== Valor_ S|[1] & prop_ u2[,3|==
Valor_S|2]) ,4])

prop 3<—data.frame (prop.table(table(Imagem treino[,4],X[,1],X[,2],X[,3])
2:4))

prop_u3<—prop_3[which(is.nan(prop_3[,"Freq"|)!=TRUE) ,]|

p_util3<—as.vector (prop u3[which(prop u3[,2]==Valor_ S[1] & prop u3[,3]==
Valor S[2] & prop_u3[,4]==Valor_S|[3]) ,5])

prop 4<—data.frame(prop.table (table (Imagem treino|,4],X[,1],X[,2],X][,3].X
[.4]) ,2:5))

prop ud<—prop 4[which(is.nan(prop 4[,"Freq"])!=TRUE) ,]

p_utild<—as.vector (prop u4|[which(prop ud[,2]==Valor S[1] & prop u4[,3]=
Valor S[2] & prop u4[,4]==Valor S[3] & prop u4[,5]==Valor S[4]) ,6])

prop b5<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X[,2],X][,3],X
[4].X],5]) ,2:6))
prop ub<—prop 5[which(is.nan(prop 5[,"Freq"])!=TRUE) ,]
p_utils<—as.vector (prop_ ub|[which(prop ub[,2]== Valor S[1] & prop u5[,3]==
Valor _S[2] & prop_ub[,4]== Valor_ S[3] & prop_ ub[,5]==Valor S[4] &
prop_u5[,6]==Valor S|[5]) ,7])

ifelse (length (p util5)!=0, p_ util<—p util5, ifelse (length(p utild)!=0,
p_util<—p wutild ,ifelse (length(p util3)!=0, p_ util<—p wutil3,ifelse
length (p_util2)!=0, p_ util<—p util2, ifelse (length(p_ utill)!=0, p util
<—p_utill ,p_util<—c() )))))

ifelse (length (p_ util)==0, contab<—contab+1,{
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AA[posicao_all],4] < — sample(vec categ, 1,replace=FALSE, prob=p util) #
estimativa de novos valores

AAlposicao_all],21]<—p_util|[1] # a probabilidade nado condicional
utilizada para estimativa da categoria 1: Level

AAlposicao_al],22]<—p_ util[2] # a probabilidade ndo condicional
utilizada para estimativa da categoria 2: Level

AA[posicao_a[l],23]<—p_ util[3] # a probabilidade nado condicional
utilizada para estimativa da categoria 3: Level

AAlposicao_al],24]<—p_ util[1]*(1—p_ util[1]) # a incerteza relacionada a
categoria 1: Level

AA[posicao_a[l],25]<—p_util[2]*(1—p_ util[2]) # a incerteza relacionada a
categoria 2: Level

AA[posicao_a[l],26]<—p util[3]*x(1—p_ util[3]) # a incerteza relacionada a
categoria 3: Level

AA|posicao_a[l],6]<—Nivel prob # Level

AA[posicao_all],7]<—Valor_ S|[1]

AA[posicao_all],8] < —Valor_ S[2]

AAlposicao_all],9] < —Valor S|[3]

AAlposicao_all],10] < —Valor S[4]

AA|posicao_a[l],11] <—Valor S|[5]

AA[posicao_all],31] < —posto_S|[1]

AA[posicao_al],32] < —posto_S[2]

AA[posicao _a[l],33] < —posto_S[3]

AA[posicao all],34] < —posto S[4]

AA[posicao_a[l],35] < —posto_S|[5]

posicao _a<—posicao_a|—1]

,ifelse (Nivel prob==6,{

prop_l<—data.frame(prop.table (table (Imagem treino[,4],X[,1]) ,2:2))
prop_ul<—prop_ 1[which(is.nan(prop_1[,"Freq"])!=TRUE) ,]
p_utill<—as.vector (prop ul[which(prop ul[,2]== Valor_S|[1]) ,3])

prop 2<—data.frame (prop.table(table(Imagem treino[,4],X[,1],X[,2]) ,2:3))

prop_u2<—prop_2[which(is.nan(prop_ 2|[,"Freq"])!=TRUE) ,|

p_util2<—as.vector (prop_u2[which(prop_ u2[,2]== Valor_ S[1] & prop_ u2[,3]|==
Valor_S|[2]) ,4])

prop 3<—data.frame (prop.table(table(Imagem treino[,4],X[,1],X[,2],X[,3])
,2:4))

prop_u3<—prop_ 3|[which(is.nan(prop_ 3[,"Freq"|)!=TRUE) ,]

p_util3<—as.vector (prop u3[which(prop u3[,2]==Valor_ S[1] & prop u3[,3]==
Valor S[2] & prop_ u3[,4]==Valor_S[3]) ,5])

prop_4<—data.frame(prop.table (table (Imagem treino|,4],X[,1],X[,2],X][,3].X
[,4]) ,2:5))

prop_ud<—prop 4[which(is.nan(prop_ 4[,"Freq"])!=TRUE) ,]

p_utild<—as.vector (prop_ud[which(prop_u4[,2]==Valor_S[1] & prop_u4[,3]
Valor S[2] & prop u4[,4]==Valor S[3] & prop u4[,5]==Valor S[4]) ,6]

)
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prop 5<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X[,2],X][,3],X
(4] X[ ,5]) ,2:6))
prop_ub<—prop 5[which(is.nan(prop 5[,"Freq"|)!=TRUE) ,]
p_utils<—as.vector (prop ub|[which (prop u5[,2|]== Valor_ S[1] & prop_u5[,3|==
Valor S[2] & prop_ub[,4]== Valor_S[3] & prop_ u5[,5]==Valor_S[4] &
prop_u5[,6]==Valor S|[5]) ,7])

prop 6<—data.frame(prop.table (table (Imagem treino|,4],X[,1],X[,2],X][,3].,X
[,4],X],5],X[,6]) ,2:7))

prop_u6<—prop 6[which(is.nan(prop 6[,"Freq"])!=TRUE) ,]

p_util6<—as.vector (prop u6[which(prop u6[,2]==Valor S[1] & prop u6[,3]==
Valor S[2] & prop u6[,4]==Valor S[3] & prop u6[,5]== Valor S[4] &
prop_u6[,6]== Valor S[5] & prop u6[,7]==Valor_ S[6]) ,8])

ifelse (length(p_ util6)!=0, p_ util<—p util6, ifelse (length(p_ util5)!=0,
p_util<—p util5, ifelse (length(p utild)!=0, p_ util<—p utild, ifelse (
length (p util3)!=0, p util<—p util3,ifelse (length(p util2)!=0, p util<—
p_util2, ifelse (length(p utill)!=0, p util<—p utill ,p_ util<—c() ))))))

ifelse (length(p_ util)==0, conta6<—conta6+1,{

AA[posicao _a[l],4]<— sample(vec categ, 1,replace=FALSE, prob=p util) #
estimativa de novos valores

AA|posicao_a[l],21]<—p_util[1] # a probabilidade ndo condicional
utilizada para estimativa da categoria 1: Level

AA[posicao_al],22]<—p_ util[2] # a probabilidade nao condicional
utilizada para estimativa da categoria 2: Level

AA[posicao _all],23]<—p_ util[3] # a probabilidade nao condicional
utilizada para estimativa da categoria 3: Level

AA[posicao_al],24]<—p_ util[1]*(1—p_ util[1]) # a incerteza relacionada a
categoria 1: Level

AA[posicao al],25]<—p_ util[2]*(1—p util[2]) # a incerteza relacionada a
categoria 2: Level

AA[posicao _a[l],26]<—p util[3]|*(1—p util[3]) # a incerteza relacionada a
categoria 3: Level

AA[posicao_all],6]<—Nivel prob # Level

AA[posicao_a[l],7]<—Valor S[1]

AA[posicao all],8] <—Valor S|[2]

AA|posicao _a[l],9]<—Valor S|[3]

AA[posicao_a[l],10] <—Valor S|[4]

AA[posicao_all],11]<—Valor S|[5]

AA[posicao_all],12] < —Valor S|[6]

AA[posicao all],31] <—posto_ S[1]

AA[posicao _all],32] <—posto_S|[2]

AA[posicao_a[l],33] < —posto_ S|[3]

AA[posicao_all],34] < —posto_S|[4]

AA[posicao_all],35] < —posto_S|[5]

AA[posicao all],36] <—posto_ S[6]

posicao a<—posicao a|—1]

}
)

}
,ifelse (Nivel prob==7/

prop l<—data.frame (prop.table(table (Imagem treino[,4],X[,1]) ,2:2))
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prop_ul<—prop 1[which(is.nan(prop_ 1[,"Freq"])!=TRUE) ,]
p_utill<—as.vector (prop ul[which(prop ul[,2]== Valor S[1]) ,3])

prop 2<—data.frame(prop.table(table (Imagem treino|,4],X[,1],X[,2]) ,2:3))

prop_u2<—prop_2[which(is.nan(prop_2[,"Freq"|)!=TRUE) ,]

p_util2<—as.vector (prop u2[which(prop_ u2[,2]== Valor_ S[1] & prop u2[,3]==
Valor S|[2]) ,4])

prop_3<—data.frame(prop.table (table (Imagem treino|,4],X[,1],X[,2],X[,3])
,2:4))

prop_u3<—prop_3[which(is.nan(prop_ 3[,"Freq"])!=TRUE) ,]

p_util3<—as.vector (prop u3[which(prop u3[,2]==Valor S[1] & prop u3[,3]==
Valor S[2] & prop u3[,4]==Valor S[3]) ,5])

prop 4<—data.frame (prop.table(table(Imagem treino[,4],X[,1],X[,2],X[,3],X
[4]) ,2:5))

prop ud<—prop 4[which(is.nan(prop 4[,"Freq"])!=TRUE) ,]

p_utild<—as.vector (prop ud[which(prop u4[,2]==Valor S[1] & prop u4[,3]|=
Valor _S|[2] & prop_u4[,4|==Valor S[3] & prop_ u4[,5]==Valor_ S|[4]) ,6])

prop bH<—data.frame (prop.table(table(Imagem treino|,4],X[,1],X[,2],X][,3],.X
(4] X[ ,5]) ,2:6))
prop_ub<—prop_5[which(is.nan(prop_ 5[, "Freq"])!=TRUE) ,|
p_utils<—as.vector (prop_ ub[which(prop_ u5[,2]== Valor_ S[1] & prop_ u5[,3]|==
Valor S[2] & prop_ub[,4]== Valor_S[3] & prop_ u5[,5]==Valor_S[4] &
prop_ u5[,6]==Valor S|[5]) ,7])

prop_6<—data.frame(prop.table(table (Imagem treino|,4],X[,1],X[,2],X][,3].X
[A]X[ 5] ,X],6]) ,2:7))

prop_u6<—prop 6[which(is.nan(prop 6[,"Freq"])!=TRUE) ,]

p_util6<—as.vector (prop u6[which(prop u6[,2]==Valor S[1] & prop u6[,3]==
Valor S[2] & prop u6[,4]==Valor S[3] & prop u6[,5]== Valor S[4] &
prop_u6[,6]== Valor_ S|[5] & prop_ u6[,7]==Valor_ S|[6]) ,8])

prop T7<—data.frame (prop.table(table(Imagem treino[,4],X[,1],X[,2],X[,3],X
(4] X[ 5] X[ ,6] X[ ,7]) ,2:8))

prop u7<—prop 7[which(is.nan(prop 7[,"Freq"])!=TRUE) ,]

p_util7<—as.vector (prop u7[which(prop u7[,2]== Valor S[1]| & prop u7[,3|==
Valor S[2] & prop_ uT7[,4]== Valor_ S|[3] & prop_ u7[,5]== Valor_S[4] &
prop_u7[,6]==Valor S[5] & prop u7[,7]==Valor_ S[6] & prop_ u7[,8]==
Valor S[7]) ,9])

ifelse (length(p_ util7)!=0, p util<—p util7, ifelse (length(p_util6)!=0,
p_util<—p wutil6, ifelse(length(p util5)!=0, p_ util<—p util5, ifelse
length (p_util4d)!=0, p_ util<—p utild,ifelse (length(p_ util3)!=0, p util
<—p _util3 ) ifelse (length (p_util2)!=0, p_ util<—p_ wutil2, ifelse (length(
p_utill)!=0, p_ util<—p wutill,p util<—c() )))))))

ifelse (length(p_util)==0, conta7<—conta7+1,{

AA[posicao_a[l],4]<— sample(vec_ categ, 1,replace=FALSE, prob=p util) #
estimativa de novos valores

AAlposicao_a[l],21]<—p_util[1] # a probabilidade nao condicional
utilizada para estimativa da categoria 1: Level

AA|posicao _a[l],22]<—p_util[2] # a probabilidade n&o condicional
utilizada para estimativa da categoria 2: Level
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668 AA[posicao_all],23]<—p_util[3] # a probabilidade nao condicional
utilizada para estimativa da categoria 3: Level

669 AA[posicao _a[l],24]<—p _ util[l]*(1—p_ util[1]) # a incerteza relacionada a
categoria 1: Level

670 AA[posicao_a[l],25]<—p_ util[2]*(1—p_ util[2]) # a incerteza relacionada a
categoria 2: Level

671 AA[posicao_a[l],26]<—p_ util[3]*(1—p util[3]) # a incerteza relacionada a
categoria 3: Level

672 AA[posicao_all],6]<—Nivel prob # Level

673 AA[posicao_all],7]<—Valor_S|[1]

674 AA[posicao_all],8] <—Valor_ S|[2]

675 AA[posicao a[l],9] < —Valor S[3]

676 AA[posicao all],10] <—Valor S|[4]

677 AA[posicao_all],11]<—Valor S|[5]

678 AA[posicao_al],12]<—Valor_S|[6]

679 AA[posicao_all],13]<—Valor S|[7]

680 AA[posicao_all],31]<—posto_ S[1]

681 AA[posicao all],32] < —posto_ S|[2]

682 AA[posicao_all],33] <—posto_S|[3]

683 AA[posicao_all],34] < —posto_S|[4]

684 AA[posicao_all],35]<—posto_S|[5]

685 AA[posicao_all],36] <—posto_S|[6]

686 AA[posicao al],37]<—posto_ S[T7]

687 posicao a<—posicao a[—1]

688

689 '}

690 )

691

692 )

693 ,ifelse (Nivel prob==8/{

694

695 prop l<—data.frame(prop.table(table(Imagem treino[,4],X[,1]) ,2:2))

696 prop ul<—prop 1[which(is.nan(prop 1[,"Freq"])!=TRUE) ,]

697 p_ utill<—as.vector (prop ul[which(prop ul[,2]== Valor S[1]) ,3])

698

699 prop 2<—data.frame(prop.table(table(Imagem treino|,4]|,X[,1],X[,2]) ,2:3))

700 prop u2<—prop_ 2[which(is.nan(prop 2[,"Freq"])!=TRUE) ,]

701 p_ util2<—as.vector (prop u2|[which(prop u2[,2]== Valor S[1] & prop_ u2[,3]==
Valor S|[2]) ,4])

702

703 prop 3<—data.frame(prop.table(table(Imagem treino|,4],X[,1],X[,2],X][,3])
724))

704 prop_ u3<—prop 3[which(is.nan(prop 3[,"Freq"])!=TRUE) ,]

705 p_ util3<—as.vector(prop_ u3|[which(prop u3[,2]==Valor S[1] & prop_ u3[,3]==
Valor S[2] & prop u3[,4]==Valor S|[3]) ,5])

706

707

708 prop 4<—data.frame(prop.table(table (Imagem treino[,4],X[,1],X[,2],X][,3],X
[4]) ,2:5))

709 prop ud<—prop 4[which(is.nan(prop 4[,"Freq"])!=TRUE) ,]

710 p utild<—as.vector(prop u4|[which(prop u4[,2]==Valor S[1] & prop u4[,3]==
Valor S |[2] & prop_u4|[,4|==Valor S[3] & prop_ u4[,5]==Valor_ S|[4]) ,6])

711

712

713 prop b<—data.frame(prop.table(table (Imagem treino[,4],X[,1],X[,2],X][,3],X
(4] X[ ,5]) ,2:6))

714 prop ub<—prop 5[which(is.nan(prop 5[,"Freq"|)!=TRUE) ,]

715 p_utils<—as.vector (prop_ub[which(prop_ u5[,2]== Valor_S[1] & prop_ub[,3|]==
Valor S[2] & prop_ u5[,4]== Valor_ S[3] & prop u5[,5]==Valor_ S[4] &
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prop_u5[,6]==Valor S|[5]) ,7])

prop 6<—data.frame(prop.table(table (Imagem treino|,4],X[,1],X[,2],X][,3].X
(4] X[ ,5] X[ ,6]) ,2:7))

prop_u6<—prop 6[which(is.nan(prop 6[,"Freq"])!=TRUE) ,]

p_util6<—as.vector (prop_ u6|[which(prop u6[,2]==Valor_ S[1] & prop_ u6[,3]==
Valor S[2] & prop u6[,4]==Valor S[3] & prop u6[,5]== Valor S[4] &
prop_u6[,6]== Valor_ S|[5] & prop_ u6[,7]==Valor_S|[6]) ,8])

prop T7<—data.frame (prop.table(table(Imagem treino[,4],X[,1],X[,2],X[,3],X
(4] X[ ,5] X[ ,6] X[, 7]) ,2:8))

prop u7<—prop 7[which(is.nan(prop 7[,"Freq"])!=TRUE) ,]

p_util7<—as.vector (prop u7[which(prop u7[,2]== Valor S[1] & prop u7[,3|]==
Valor _S[2] & prop_uT7[,4]== Valor_S|[3] & prop_uT7[,5]== Valor_S|[4] &
prop_uf7[,6]==Valor S[5] & prop u7[,7]==Valor_ S[6] & prop_ uT7[,8]==
Valor S[7]) ,9])

prop 8<—data.frame (prop.table(table(Imagem treino|,4],X[,1],X[,2],X][,3],X
[,4],X[,5],X[,6],X[,7],X[,8]) ,2:9))

prop_u8<—prop_8[which(is.nan(prop_8[,"Freq"|)!=TRUE) ,]

p_util8<—as.vector (prop u8[which(prop u8[,2]==Valor_ S[1] & prop u8[,3]==
Valor S[2] & prop u8[,4]==Valor S[3] & prop_ u8[,5]==Valor S[4] &
prop_u8[,6]==Valor S[5] & prop u8[,7]==Valor_S[6] & prop_ u8[,8]==
Valor S|[7] & prop_u8[,9]==Valor S|[8]) ,10])

ifelse (length (p_ util8)!=0, p_ util<—p util8, ifelse (length(p_ util7)!=0,
p_util<—p wutil7, ifelse(length(p util6)!=0, p_ util<—p util6, ifelse
length (p_ util5)!=0, p util<—p util5, ifelse (length(p util4)!=0, p util
<—p _util4d ,ifelse (length (p_ util3)!=0, p_ util<—p util3,ifelse (length (
p_util2)!=0, p util<—p util2, ifelse (length(p_ utill)!=0, p_ util<—
p_utill ,p_util<—c() ))))))))

ifelse (length (p_ util)==0, conta8<—conta8+1,{

AA[posicao_all],4]<— sample(vec categ, 1,replace=FALSE, prob=p util) #
estimativa de novos valores

AA[posicao_all],21]<—p_util[1] # a probabilidade néo condicional
utilizada para estimativa da categoria 1: Level

AAlposicao al],22]<—p_ util[2] # a probabilidade nao condicional
utilizada para estimativa da categoria 2: Level

AA[posicao_a[l],23]<—p_util[3] # a probabilidade ndo condicional
utilizada para estimativa da categoria 3: Level

AAlposicao_al],24]<—p_ util[1]*(1—p util[1]) # a incerteza relacionada a
categoria 1: Level

AA[posicao_a[l],25]<—p_ util[2]*x(1—p_ util[2]) # a incerteza relacionada a
categoria 2: Level

AA[posicao_a[l],26]<—p_ util[3]*(1—p_ util[3]) # a incerteza relacionada a
categoria 3: Level

AA[posicao_al],6] <—Nivel prob # Level

AAlposicao all],7]<—Valor S|[1]

AA|posicao_a[l],8] <—Valor S|[2]

AA[posicao_a[l],9] <—Valor_ S|[3]

AA[posicao_al],10] < —Valor S[4]

AAlposicao_all],11]<—Valor S|[5]

AA[posicao_all],12]<—Valor S|[6]

AA|posicao _a[l],13] <—Valor S|[7]

AA[posicao_a[l],14] <—Valor_ S|8]

AA[posicao_al],31] < —posto_S|[1]

75
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AA[posicao_all],32] < —posto_S|[2]
AA[posicao all],33] < —posto_ S|[3]
AA[posicao all],34] < —posto_S|[4]
AA|posicao_a[l],35] < —posto_ S|[5]
AA[posicao_all],36] <—posto_S|[6]
AA[posicao_all],37] < —posto_S|[7]
AA[posicao _a[l],38] < —posto_S|[8]

posicao a<—posicao a|—1]

}

,ifelse (Nivel prob==9,

prop_l<—data.frame(prop.table(table (Imagem treino|,4],X[,1]) ,2:2))
prop_ul<—prop 1[which(is.nan(prop 1[,"Freq"])!=TRUE) ,]
p_utill<—as.vector (prop_ ul[which(prop ul[,2]== Valor_ S[1]) ,3])

prop 2<—data.frame (prop.table(table (Imagem treino|,4],X[,1],X[,2]) ,2:3))

prop_u2<—prop_2|[which(is.nan(prop_ 2[,"Freq"|)!=TRUE) ,]|

p_util2<—as.vector (prop_u2[which(prop_ u2[,2]== Valor_S|[1] & prop_ u2[,3]|==
Valor_S|2]) ,4])

prop 3<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X[,2],X[,3])
,2:4))

prop_u3<—prop_3[which(is.nan(prop 3[,"Freq"])!=TRUE) ,]

p_util3<—as.vector (prop_u3|[which(prop u3[,2]==Valor S[1] & prop u3[,3]==
Valor S[2] & prop_ u3[,4]==Valor S|[3]) ,5])

prop_4<—data.frame(prop.table (table (Imagem treino[,4],X[,1],X[,2],X][,3].X
[4]) ,2:5))

prop ud<—prop 4[which(is.nan(prop_ 4[,"Freq"])!=TRUE) ,]

p_utild<—as.vector (prop u4|[which(prop ud[,2]==Valor S[1] & prop u4[,3]=
Valor S[2] & prop u4[,4]==Valor S[3] & prop u4[,5]==Valor S[4]) ,6])

prop b<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X[,2],X][,3],X
(4] X[ ,5]) ,2:6))
prop ub<—prop 5[which(is.nan(prop 5[,"Freq"])!=TRUE) ,]
p_utils<—as.vector (prop ub|[which (prop u5[,2|]== Valor S[1] & prop_ u5[,3|]==
Valor S[2] & prop ub[,4]== Valor_ S|[3]| & prop_ u5[,5]==Valor_S[4] &
prop_u5[,6]==Valor S|[5]) ,7])

prop 6<—data.frame(prop.table(table (Imagem treino|,4],X[,1],X[,2],X][,3].X
[,4].X[,5],X[,6]) ,2:7))

prop_u6<—prop 6[which(is.nan(prop 6[,"Freq"])!=TRUE) ,]

p_util6<—as.vector (prop_ u6|[which(prop u6[,2]==Valor S[1] & prop u6[,3]==
Valor S[2] & prop u6[,4]==Valor S[3] & prop_ u6[,5]== Valor S[4] &
prop u6[,6]== Valor S[5] & prop u6[,7]==Valor S[6]) ,8])

prop T7<—data.frame (prop.table(table (Imagem treino][,4],X[,1],X[,2],X][,3],X
[A]X[ 5] X160 ,X[,7]) ,2:8))

prop_u7<—prop 7[which(is.nan(prop 7[,"Freq"])!=TRUE) ,]

p_util7<—as.vector (prop u7[which(prop u7[,2]== Valor S[1]| & prop u7[,3]==
Valor S [2] & prop u7[,4]== Valor_S[3] & prop_ u7[,5|]== Valor_S|[4]| &
prop_u7[,6]==Valor S[5] & prop_ u7[,7]==Valor_S|[6] & prop_ u7[,8]==
Valor S[7]) ,9])
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prop 8<—data.frame (prop.table(table(Imagem treino[,4],X[,1],X[,2],X[,3],X
4] X[ 5] X[ ,6] X[, 7] X[ ,8]) ,2:9))

prop_u8<—prop 8[which(is.nan(prop_ 8|,"Freq"]|)!=TRUE) ,|

p_util8<—as.vector (prop u8[which (prop_ u8[,2]==Valor_S[1] & prop u8[,3]==
Valor S[2] & prop_ u8[,4]==Valor_ S[3] & prop u8[,5]==Valor S[4] &
prop_u8[,6]==Valor S[5] & prop u8[,7]==Valor_S[6] & prop_ u8[,8]==
Valor S[7] & prop u8[,9]==Valor S[8]) ,10])

prop_ 9<—data.frame (prop.table(table (Imagem treino|,4],X[,1],X[,2],X][,3],X
(4] X[ ,5] X[ 6] X[, 7] X[ ,8] ,X|,9]) ,2:10))

prop_u9<—prop 9[which(is.nan(prop 9[,"Freq"])!=TRUE) ,]

p_util9<—as.vector (prop u9[which(prop u9[,2]==Valor S[1] & prop u9[,3]==
Valor S[2] & prop u9[,4]== Valor S|[3] & prop_ u9[,5]==Valor S[4] &
prop_u9[,6]==Valor _S[5] & prop u9[,7]==Valor_S[6] & prop_u9][,8]==
Valor_S[7] & prop_u9[,9]==Valor_S|[8] & prop_u9[,10]==Valor_S|[9]) ,11])

ifelse (length (p util9)!=0, p_ util<—p util9, ifelse (length(p util8)!=0,
p_util<—p util8, ifelse (length(p util7)!=0, p_ util<—p util7, ifelse(
length (p_util6)!=0, p_ util<—p util6, ifelse(length(p_ util5)!=0, p util
<—p_utils, ifelse (length(p_utild)!=0, p_ util<—p util4,ifelse (length (
p_util3)!=0, p_ util<—p util3,ifelse (length(p_ util2)!=0, p_ util<—
p_util2, ifelse (length(p utill)!=0, p util<—p utill ,p util<—c() ))))))

)))

ifelse (length (p_util)==0, conta9<—conta9+1,{

AA[posicao_all],4]<— sample(vec_ categ, 1,replace=FALSE, prob=p util) #
estimativa de novos valores

AAlposicao al],21]<—p_ util[1l] # a probabilidade nao condicional
utilizada para estimativa da categoria 1: Level

AA[posicao_a[l],22]<—p_util[2] # a probabilidade n&o condicional
utilizada para estimativa da categoria 2: Level

AA[posicao_al],23]<—p_util[3] # a probabilidade nao condicional
utilizada para estimativa da categoria 3: Level

AA[posicao_a[l],24]<—p util[1]*x(1—p_ util[1l]) # a incerteza relacionada a
categoria 1: Level

AAlposicao_a[l],25]<—p_ util[2]*(1—p_ util[2]) # a incerteza relacionada a
categoria 2: Level

AA[posicao_a[l],26]<—p util[3]*x(1—p_ util[3]) # a incerteza relacionada a
categoria 3: Level

AA|posicao a[l],6]<—Nivel prob # Level

AA[posicao_a[l],7]<—Valor_ S|[1]

AAlposicao_all],8]<—Valor_ S[2]

AA[posicao_al],9] < —Valor S|[3]

AAlposicao_al],10]<—Valor S[4]

AAlposicao_all],11]<—Valor S|[5]

AA[posicao_a[l],12] <—Valor S|[6]

AA[posicao_all],13]<—Valor S|[7]

AA[posicao_al],14] < —Valor S|[8]

AAlposicao_all],15] < —Valor S[9]

AA[posicao all],31] < —posto S|[1]

AA|posicao_a[l],32] < —posto_S|[2]

AA[posicao_a[l],33] < —posto_S[3]

AA[posicao_all],34] < —posto_S|[4]

AA[posicao_all],35] < —posto_S|[5]

AA[posicao all],36] < —posto S[6]

AA[posicao _a[l],37] <—posto_ S|[7]

AA[posicao_a[l],38] < —posto_S|[8]

AA[posicao_al],39] < —posto_S[9]
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posicao a<—posicao a|—1]
}
}

,ifelse (Nivel prob==10/{

prop l<—data.frame(prop.table(table (Imagem treino|,4],X[,1]) ,2:2))
prop_ul<—prop 1[which(is.nan(prop 1[,"Freq"])!=TRUE) ,]
p_utill<—as.vector (prop_ul[which(prop ul[,2]== Valor_ S[1]) ,3])

prop 2<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X[,2]) ,2:3))

prop u2<—prop_2[which(is.nan(prop 2[,"Freq"])!=TRUE) ,]|

p_util2<—as.vector (prop_u2|[which (prop_u2[,2]== Valor_S[1] & prop_u2[,3|]==
Valor_S|2]) ,4])

prop 3<—data.frame (prop.table(table(Imagem treino[,4],X[,1],X[,2],X[,3])
2:4))

prop_u3<—prop_ 3|[which(is.nan(prop_ 3[,"Freq"|)!=TRUE) ,]|

p_util3<—as.vector (prop_ u3[which(prop u3[,2]==Valor_S[1] & prop_ u3[,3]==
Valor S[2] & prop_u3[,4]==Valor_ S|[3]) ,5])

prop 4<—data.frame(prop.table (table (Imagem treino|,4],X[,1],X[,2],X][,3].X
[,4]) ,2:5))

prop_ud<—prop_ 4[which(is.nan(prop_ 4[,"Freq"])!=TRUE) ,]

p_utild<—as.vector (prop_ u4|[which(prop ud[,2]==Valor S[1] & prop u4[,3]=
Valor S[2] & prop_ ud[,4]==Valor_ S[3]| & prop_ u4[,5]==Valor_S[4]) ,6])

prop b5<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X[,2],X][,3],X
[4].X[,5]) ,2:6))
prop ub<—prop 5[which(is.nan(prop 5[,"Freq"])!=TRUE) ,]
p_util5<—as.vector (prop u5|[which(prop u5[,2|== Valor S[1]| & prop u5[,3]==
Valor S[2] & prop_ ub[,4]== Valor_S|[3] & prop_ u5[,5|==Valor_S|[4]| &
prop_u5[,6]==Valor S|[5]) ,7])

prop 6<—data.frame(prop.table(table (Imagem treino|,4],X[,1],X[,2],X][,3],X
141 X[ 5], X[ ,6]) ,2:7))

prop_ub<—prop_6[which(is.nan(prop_6[,"Freq"|)!=TRUE) ,]|

p_util6<—as.vector (prop u6[which(prop u6[,2]==Valor_ S[1] & prop u6[,3]==
Valor S[2] & prop u6[,4]==Valor S[3] & prop u6[,5]== Valor_ S[4] &
prop u6[,6]== Valor S[5] & prop u6[,7]==Valor S[6]) ,8])

prop T7<—data.frame(prop.table (table (Imagem treino[,4],X[,1],X[,2],X][,3].X
[A]X[ 5] X[ ,6],X[,7]) ,2:8))

prop_u7<—prop 7[which(is.nan(prop 7[,"Freq"])!=TRUE) ,]

p_util7<—as.vector (prop u7[which(prop u7[,2]== Valor S[1] & prop u7[,3]==
Valor S[2] & prop u7[,4]== Valor S[3] & prop u7[,5]== Valor S[4]| &
prop_u7|[,6]==Valor S[5] & prop_ u7[,7]==Valor_S|[6] & prop_ uT7[,8]==
Valor S|[7]) ,9])

prop 8<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X[,2],X][,3],X
[ 74] 7X[ a5] 7X[ 76] aX[ 37] 7X[ 78]) 72:9))

prop_u8<—prop 8[which(is.nan(prop 8[,"Freq"])!=TRUE) ,]

p_util8<—as.vector (prop_u8[which(prop u8[,2]==Valor_S|[1] & prop_u8][,3|]==
Valor S[2] & prop u8[,4]==Valor_ S[3] & prop u8[,5]==Valor_ S[4] &
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prop_ u8[,6]==Valor S[5] & prop u8[,7]==Valor S[6] & prop_ u8[,8]==
Valor S[7] & prop u8[,9]==Valor S|[8]) ,10])

875

876 prop 9<—data.frame(prop.table(table (Imagem treino|,4],X[,1],.X[,2],X[,3],X
4] X[,5] X[ ,6] X[, 7] X[ 8] X|,9]) ,2:10))

877 prop_ u9<—prop_ 9[which(is.nan(prop 9[,"Freq"])!=TRUE) ,]

878 p_util9<—as.vector (prop u9|[which(prop u9[,2]==Valor S[1] & prop_ u9[,3]==
Valor S[2] & prop u9[,4]== Valor S[3] & prop u9[,5|]==Valor S[4] &
prop_u9[,6]==Valor _S[5] & prop_ u9[,7]==Valor_S|[6] & prop_u9][,8]==
Valor S|[7] & prop_ u9[,9]==Valor_ S|[8]| & prop u9[,10]==Valor S[9]) ,11])

879

880 prop 10<—data.frame(prop.table(table(Imagem treino|,4],X[,1],X[,2],X[,3],
X[ 34] 7X[ 75] aX[ 76] 7X[ 37] 7X[ 78] ﬂX[ 39] 7X[ ﬂ]‘O]) 72:11))

881 prop ulO<—prop 10[which(is.nan(prop 10[,"Freq"])!=TRUE) ,]|

882 p_utillO<—as.vector (prop_ ul0O[which(prop ul0[,2]==Valor_S[1] & prop_ ul0
[,3]==Valor_S[2] & prop_ul0[,4]==Valor S[3] & prop_ ulO[,5]==Valor_ S[4]
& prop ul0[,6]==Valor S[5] & prop_ul0[,7]==Valor_S[6] & prop ul0
[,8]==Valor S|[7] & prop_ ul0[,9]==Valor S[8] & prop ul0[,10]==Valor_ S
[9] & prop ulO[,11]==Valor_ S[10]) ,12])

883

884 ifelse (length(p_utill0)!=0, p_ util<—p utill0, ifelse (length(p_util9)!=0,
p_util<—p util9, ifelse (length(p_ util8)!=0, p_ util<—p util8, ifelse (
length (p_util7)!=0, p_util<—p util7, ifelse (length(p_ util6)!=0, p util
<—p_ util6, ifelse(length(p util5)!=0, p util<—p util5, ifelse (length (
p_util4d)!=0, p_ util<—p wutild,ifelse (length(p util3)!=0, p util<—
p_util3 ,ifelse (length (p_ util2)!=0, p_ util<—p util2, ifelse (length (
p_utill)!=0, p_util<—p_ utill,p util<—c() ))))))))))

885

886

887 ifelse (length (p_ util)==0, contalO<—contalO+1,

888 AA[posicao_all],4] <— sample(vec_ categ, 1,replace=FALSE, prob=p util) #
estimativa de novos valores

889 AA[posicao_all],21]<—p_util[1l] # a probabilidade ndo condicional
utilizada para estimativa da categoria 1: Level

890 AA[posicao_all],22]<—p_ util[2] # a probabilidade nao condicional
utilizada para estimativa da categoria 2: Level

891 AA[posicao_al],23]<—p_util[3] # a probabilidade ndo condicional
utilizada para estimativa da categoria 3: Level

892 AA[posicao_a[l],24]<—p_ util[1]*(1—p util[1]) # a incerteza relacionada a
categoria 1: Level

893 AA[posicao_a[l],25]<—p_ util[2]*(1—p util[2]) # a incerteza relacionada a
categoria 2: Level

894 AA[posicao_a[l],26]<—p_ util[3]*(1—p_ util[3]) # a incerteza relacionada a
categoria 3: Level

895 AA[posicao all],6] <—Nivel prob # Level

896 AA[posicao_all],7]<—Valor S|[1]

897 AA[posicao_all],8]<—Valor_ S|[2]

898 AA[posicao_all],9]<—Valor S|[3]

899 AA[posicao_a[l],10] < —Valor S[4]

900 AA[posicao_all],11]<—Valor S|[5]

901 AA[posicao all],12]<—Valor S[6]

902 AA[posicao_all],13]<—Valor_ S|[T7]

903 AA[posicao_a[l],14]<—Valor_S|[8]

904 AA[posicao_all],15] < —Valor S[9]

905 AA[posicao_all],16]<—Valor S[10]

906 AA[posicao all],31]<—posto S|[1]

907 AA[posicao_a[l],32]<—posto_S|[2]

908 AA[posicao_a[l],33]<—posto_S|[3]

909 AA[posicao_al],34] < —posto_S[4]
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AA[posicao_all],35] < —posto_S|[5]
AA[posicao all],36] <—posto_ S[6]
AA[posicao _all],37] <—posto_S|[7]
AA|posicao_a[l],38] <—posto_ S|[8]
AA[posicao_all],39] < —posto_S[9]
AA[posicao_all],40] < —posto_S[10]

posicao _a<—posicao_a[—1]

}

}
,ifelse (Nivel prob==11/{

prop l<—data.frame (prop.table(table (Imagem treino[,4],X[,1]) ,2:2))
prop_ul<—prop 1[which(is.nan(prop 1[,"Freq"])!=TRUE) ,]
p_utill<—as.vector (prop ul|[which(prop ul[,2]== Valor S[1]) ,3])

prop 2<—data.frame(prop.table(table (Imagem treino|,4],X[,1],X[,2]) ,2:3))

prop_u2<—prop_2[which(is.nan(prop_2[,"Freq"|)!=TRUE) ,]

p_util2<—as.vector (prop_ u2[which(prop u2[,2]== Valor S[1] & prop u2[,3]==
Valor S|[2]) ,4])

prop 3<—data.frame(prop.table (table (Imagem treino|,4],X[,1],X[,2],X][,3])
,2:4))

prop_u3<—prop_3[which(is.nan(prop_ 3[,"Freq"])!=TRUE) ,]

p_util3<—as.vector (prop u3|[which(prop u3[,2]==Valor S[1] & prop u3[,3]==
Valor S[2] & prop u3[,4]==Valor S[3]) ,5])

prop 4<—data.frame (prop.table(table (Imagem treino][,4],X[,1],X[,2],X][,3],X
[4]) ,2:5))

prop ud<—prop 4[which(is.nan(prop 4[,"Freq"])!=TRUE) ,]

p_utild<—as.vector (prop u4|which(prop ud[,2|==Valor S[1]| & prop u4[,3]=
Valor S[2] & prop_u4[,4]==Valor_S|[3]| & prop ud[,5|]==Valor_ S|[4]) ,6])

prop_b5<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X][,2],X[,3],X
(4] X[ ,5]) ,2:6))
prop_ub<—prop_ 5[which(is.nan(prop 5[,"Freq"])!=TRUE) ,]
p_util5<—as.vector (prop_ub[which(prop u5[,2]== Valor_ S[1] & prop_u5[,3]==
Valor S[2] & prop_ u5[,4]== Valor_S[3] & prop u5[,5]==Valor_ S[4] &
prop_u5[,6]==Valor S[5]) ,7])

prop 6<—data.frame(prop.table (table (Imagem treino[,4],X[,1],X[,2],X][,3].X
[A]LX[ 5] ,X[,6]) ,2:7))

prop_u6<—prop 6[which(is.nan(prop 6[,"Freq"])!=TRUE) ,]

p_util6<—as.vector (prop u6|[which(prop u6[,2]==Valor S[1] & prop u6[,3]==
Valor S[2] & prop u6[,4]==Valor S[3] & prop u6[,5]== Valor S[4] &
prop_u6[,6]== Valor S[5] & prop_ u6[,7]==Valor_ S|[6]) ,8])

prop T7<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X[,2],X][,3],X
[ 4] X[ 5] X],6],X[,7]) ,2:8))

prop u7<—prop 7[which(is.nan(prop 7[,"Freq"])!=TRUE) ,]

p_util7<—as.vector (prop u7|[which (prop u7[,2]== Valor S[1] & prop_ u7[,3|]==
Valor S[2] & prop uT7[,4]== Valor_S|[3]| & prop_ u7[,5]== Valor_ S[4] &
prop_u7[,6]==Valor S[5] & prop_ u7[,7]==Valor_S|[6] & prop uT7[,8]==
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Valor S[7]) ,9])

prop 8<—data.frame (prop.table(table (Imagem treino|,4],X[,1],X[,2],X][,3],X
[,4],X[,5],X[,6],X[,7],X[,8]) ,2:9))

prop_u8<—prop_8[which(is.nan(prop_8[,"Freq"|)!=TRUE) ,]

p_util8<—as.vector (prop u8[which(prop u8[,2]==Valor S[1] & prop u8[,3]==
Valor S[2] & prop u8[,4]==Valor S[3] & prop_ u8[,5]==Valor_ S[4] &
prop_u8[,6]==Valor S[5] & prop u8[,7]==Valor_S[6] & prop_ u8[,8]==
Valor _S|[7] & prop_u8[,9]==Valor S|[8]) ,10])

prop_ 9<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X[,2],X[,3],X
(4] X[ ,5] X[ ,6] X[, 7] X[ ,8] ,X|,9]) ,2:10))

prop u9<—prop 9[which(is.nan(prop 9[,"Freq"])!=TRUE) ,]

p_util9<—as.vector (prop u9[which(prop u9[,2]==Valor S[1] & prop u9[,3|==
Valor S[2] & prop_u9[,4]== Valor_S|[3] & prop u9[,5]==Valor_S[4] &
prop_u9[,6]==Valor S[5] & prop u9[,7]==Valor_ S[6] & prop_ u9[,8]==
Valor S[7] & prop_ u9[,9]==Valor_ S[8] & prop u9[,10]==Valor_ S[9]) ,11])

prop l0<—data.frame (prop.table(table (Imagem treino|,4],X[,1],X[,2],X][,3],
X[, 4], X[L5]X]L,6] XL 7] X L8] X]L,9],X[,10]) ,2:11))

prop_ulO<—prop_10[which(is.nan(prop 10[,"Freq"])!=TRUE) ,]

p_utill0O<—as.vector (prop_ ul0O[which(prop ulO[,2]==Valor_ S[1] & prop_ ul0
[,3]==Valor S[2] & prop_ ul0[,4]==Valor S[3] & prop ul0[,5]==Valor_ S[4]
& prop ul0[,6]==Valor S[5] & prop ul0[,7]==Valor S[6] & prop ul0
[,8]==Valor_S|[7] & prop_ ul0[,9]==Valor S[8] & prop ul0[,10]==Valor_S
[9] & prop ulO[,11]==Valor_S[10]) ,12])

prop ll<—data.frame(prop.table(table (Imagem treino[,4],X[,1],X[,2],X][,3],
X[ 34] 7X[ 75] aX[ 76] 7X[ 37] 7X[ 78] ﬂX[ 39] 7X[ 710] ﬂX[ 711]) 32:12))

prop_ull<—prop 11[which(is.nan(prop 11[,"Freq"])!=TRUE) ,]

p_utilll<—as.vector (prop_ull|[which(prop ull[,2]==Valor_ S[1] & prop_ull
[,3]==Valor_S[2] & prop_ull[,4]==Valor S[3] & prop_ ull[,5]==Valor_ S[4]
& prop ull[,6]==Valor S[5] & prop_ ull[,7]==Valor_S[6] & prop_ ull
[,8]==Valor S|[7] & prop ull[,9]==Valor S[8] & prop ull[,10]==Valor_ S
[9] & prop ull[,11]==Valor S[10]| & prop ull[,12]==Valor S[11]) ,13])

ifelse (length (p_utilll)!=0, p_ util<—p utilll, ifelse (length(p_ util10)!=0,
p_util<—p utill0, ifelse (length(p_ util9)!=0, p_ util<—p util9, ifelse
length (p_util8)!=0, p_ util<—p util8, ifelse (length(p_ util7)!=0, p_util
<—p_util7, ifelse(length(p util6)!=0, p util<—p wutil6, ifelse (length (
p_util5)!=0, p util<—p wutil5, ifelse (length(p_ utild)!=0, p_ util<—
p_utild ,ifelse (length(p_ util3)!=0, p_ util<—p util3,ifelse (length (
p_util2)!=0, p_ util<—p util2, ifelse(length(p_ utill)!=0, p_ util<—

p_utill ,p_util<=c() )))))))))))

ifelse (length(p_util)==0, contall<—contall+1,{

AA[posicao_all],4]<— sample(vec categ, 1,replace=FALSE, prob=p util) #
estimativa de novos valores

AAlposicao_al],21]<—p_ util[1] # a probabilidade nao condicional
utilizada para estimativa da categoria 1: Level

AA|posicao_a[l],22]<—p_util[2] # a probabilidade nédo condicional
utilizada para estimativa da categoria 2: Level

AA[posicao_al],23]<—p_util[3] # a probabilidade nédo condicional
utilizada para estimativa da categoria 3: Level

AA[posicao_a[l],24]<—p util[1]*x(1—p_ util[1l]) # a incerteza relacionada a
categoria 1: Level

AAlposicao _a[l],25]<—p_ util[2]*(1—p_ util[2]) # a incerteza relacionada a
categoria 2: Level
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982 AA[posicao_all],26]<—p_util[3]*(1—p_util[3]) # a incerteza relacionada a
categoria 3: Level

983 AA[posicao_ all],6] <—Nivel prob # Level

984 AA[posicao_all],7]<—Valor_ S|1]

985 AA[posicao_all],8] <—Valor_ S|[2]

986 AA[posicao_all],9]<—Valor S[3]

987 AA[posicao_a[l],10]<—Valor_ S|[4]

988 AA[posicao all],11]<—Valor S|[5]

989 AA[posicao_all],12]<—Valor_ S|6]

990 AA[posicao_all],13]<—Valor_S|[7]

991 AA[posicao_all],14] <—Valor_ S|[8]

992 AA[posicao_all],15]<—Valor S[9]

993 AA[posicao all],16] <—Valor S[10]

994 AA[posicao all],17]<—Valor S[11]

995 AA[posicao_all],31]< —posto_S|[1]

996 AA[posicao_all],32]<—posto_S|[2]

997 AA[posicao_all],33] < —posto_S|[3]

998 AA[posicao all],34] <—posto_ S|[4]

999 AA[posicao_all],35]<—posto_S|[5]

1000 AA[posicao_a[l],36] <—posto_S|[6]

1001 AA[posicao_a[l],37] < —posto_ S|[T7]

1002 AA[posicao_a[l],38] <—posto_ S[8]

1003 AA[posicao_a[l],39] < —posto_S|[9]

1004 AA[posicao a[l],40] < —posto S[10]

1005 AA[posicao_a[l],41]<—posto S[11]

1006 posicao_a<—posicao_a[—1]

1007

1008}

1009 )

1010

1011}

1012 ,ifelse (Nivel prob==12/{

1013

1014 prop 1l<—data.frame(prop.table(table (Imagem treino[,4],X[,1]) ,2:2))

1015 prop ul<—prop 1[which(is.nan(prop 1[,"Freq"]|)!=TRUE) ,]

1016 p_wutill<—as.vector(prop ul|which(prop ul[,2]== Valor_ S|[1]) ,3])

1017

1018 prop_2<—data.frame(prop.table(table (Imagem treino[,4],X[,1],X[,2]) ,2:3))

1019 prop u2<—prop_2[which(is.nan(prop 2[,"Freq"]|)!=TRUE) ,]

1020 p util2<—as.vector (prop u2[which(prop u2[,2]== Valor S[1] & prop u2[,3|]==
Valor S |[2]) ,4])

1021

1022 prop 3<—data.frame(prop.table(table(Imagem treino|,4],X[,1],X[,2],X][,3])
2:4))

1023 prop u3<—prop_ 3[which(is.nan(prop 3[,"Freq"]|)!=TRUE) ,]

1024 p util3<—as.vector (prop u3|[which(prop u3[,2|==Valor S[1] & prop u3[,3]==
Valor S |[2] & prop_ u3[,4]==Valor_ S[3]) ,5])

1025

1026

1027 prop 4<—data.frame(prop.table(table (Imagem treino|,4],X[,1],X[,2],X[,3].X
[4]) ,2:5))

1028 prop ud<—prop_4|which(is.nan(prop 4[,"Freq"|)!=TRUE) ,]|

1029 p_ utild<—as.vector (prop ud|[which(prop ud[,2]==Valor S[1] & prop u4[,3]==
Valor S[2] & prop_ u4[,4]==Valor_S[3] & prop ud[,5]==Valor S[4]) ,6])

1030

1031

1032 prop b5<—data.frame(prop.table(table (Imagem treino|,4],X[,1],X[,2],X[,3],X
[.4].X[,5]) ,2:6))

1033 prop ub<—prop_ 5[which(is.nan(prop 5[,"Freq"])!=TRUE) ,]
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p_utils<—as.vector (prop_ ub[which(prop_ ub[,2]== Valor_ S[1] & prop u5[,3]==
Valor S[2] & prop u5[,4]== Valor S[3] & prop u5[,5]==Valor S[4] &
prop_ub5[,6]==Valor_ S|[5]) ,7])

prop 6<—data.frame(prop.table(table(Imagem treino[,4],X[,1],X[,2],X[,3],X
4] X[ 5] X[ ,6]) ,2:7))

prop u6<—prop 6[which(is.nan(prop 6[,"Freq"])!=TRUE) ,]

p_util6<—as.vector (prop_ u6|[which(prop u6[,2]==Valor_S[1] & prop_ u6[,3|==
Valor S[2] & prop u6[,4]==Valor_S|[3] & prop u6[,5]== Valor_ S[4] &
prop_u6[,6]== Valor_ S|[5] & prop_ u6[,7]==Valor_S[6]) ,8])

prop 7<—data.frame(prop.table(table(Imagem treino[,4],X[,1],X[,2],X][,3],X
(4] X[ 5] .X[,6] X[ ,7]) ,2:8))

prop_u7<—prop_7[which(is.nan(prop_ 7[,"Freq"|)!=TRUE) ,]

p_util7<—as.vector (prop u7[which(prop u7[,2]== Valor_ S[1] & prop u7[,3]==
Valor S[2] & prop_ u7[,4]== Valor_S[3] & prop_ u7[,5]== Valor_S[4] &
prop_uT7[,6]==Valor S[5] & prop u7[,7]==Valor_S[6] & prop_ u7[,8]==
Valor S|[7]) ,9])

prop_8<—data.frame(prop.table (table (Imagem treino[,4],X[,1],X[,2],X][,3].X
(4] X[ ,5] X[ ,6] X[, 7] .X] ,8]) ,2:9))

prop_ u8<—prop 8[which(is.nan(prop 8[,"Freq"])!=TRUE) ,]

p_util8<—as.vector (prop u8[which(prop u8[,2]==Valor S[1] & prop u8[,3|==
Valor _S|[2] & prop_u8[,4|]==Valor_S|[3] & prop_ u8[,5]==Valor_S[4] &
prop_u8[,6]==Valor S[5] & prop u8[,7|==Valor_S|[6] & prop_ u8[,8]==
Valor _S[7] & prop_ u8[,9]==Valor_S|[8]) ,10])

prop 9<—data.frame (prop.table(table (Imagem treino[,4],X[,1],X[,2],X][,3],X
[ a4] 7X[ ’5] aX[ 76] 7X[ a7] 7X[ 78] 7X[ ’9]) 72:10))
prop_u9<—prop_9|[which(is.nan(prop_9[,"Freq"|)!=TRUE) ,]
p_util9<—as.vector (prop u9[which(prop u9[,2]==Valor S[1] & prop u9[,3]==
Valor S[2] & prop_ u9[,4]== Valor_S[3] & prop u9[,5]==Valor_S[4] &
prop_u9[,6]==Valor S[5] & prop u9[,7]==Valor_ S[6] & prop u9[,8]==
Valor S[7] & prop u9[,9]==Valor_ S[8] & prop u9[,10]==Valor S[9]) ,11])

prop_l0<—data.frame (prop.table(table (Imagem treino|[,4],X[,1],.X[,2],X][,3],
X|[,4],X[,5],X],6],X],7].X][,8],X[,9],X[,10]) ,2:11))

prop ulO<—prop 10[which(is.nan(prop 10[,"Freq"]|)!=TRUE) ,]

p_utill0O<—as.vector (prop ul0O[which(prop ulO[,2]==Valor S[1] & prop ul0
[,3]==Valor_S|[2] & prop ul0[,4]==Valor S[3] & prop ul0[,5]==Valor S|[4]
& prop ul0[,6]==Valor S[5] & prop_ ul0[,7]==Valor_S[6] & prop ul0
[,8]==Valor _S|[7] & prop_ul0[,9]==Valor S[8] & prop_ ul0[,10]==Valor_S
[9] & prop ulO[,11]==Valor_ S[10]) ,12])

prop ll<—data.frame(prop.table(table (Imagem treino|,4],X[,1],X[,2],X][,3],
X[,4].X[,5],X[,6],X[,7],X[,8],X[,9].X[,10],X[,11]) ,2:12))

prop ull<—prop 11[which(is.nan(prop 11[,"Freq"]|)!=TRUE) ,]

p_utilll<—as.vector (prop_ull[which(prop ull[,2]==Valor S[1] & prop ull
[,3]==Valor S[2] & prop ull[,4]==Valor S[3] & prop ull[,5]==Valor S[4]
& prop ull[,6]==Valor S[5] & prop ull[,7]==Valor S[6] & prop ull
[,8]==Valor_S|[7] & prop ull[,9]==Valor S[8] & prop ull[,10]==Valor_ S
[9] & prop ull[,11]==Valor_ S[10] & prop ull[,12]==Valor S[11]) ,13])

prop 12<—data.frame(prop.table(table (Imagem treino[,4],X[,1],X[,2],X][,3],
X1.41.X[,5] X[ ,6] ,X|,7] X[ ,8] ,X[,9] ,X[,10] ,X[,11] X[ ,12]) ,2:13))

prop ul2<—prop 12[which(is.nan(prop 12[,"Freq"|)!=TRUE) ,]|

p_utill2<—as.vector (prop ul2[which(prop ul2[,2]==Valor S[1]| & prop ul2
[,3]==Valor_S[2] & prop_ul2[,4]==Valor S[3] & prop_ ul2[,5]==Valor_ S[4]
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& prop ul2[,6]==Valor S[5] & prop ul2[,7]==Valor_S[6] & prop_ ul2
[,8]==Valor S[7] & prop ul2[,9]==Valor S[8] & prop ul2[,10]==Valor_ S
[9] & prop ul2[,11]==Valor S[10| & prop ul2[,12]==Valor S[11] &
prop_ul2[,13]==Valor S[12]) ,14])

1064

1065 ifelse (length(p_ utill2)!=0, p_ util<—p utill2, ifelse (length(p_ utilll)!=0,
p_util<—p wutilll, ifelse (length(p_ utill0)!=0, p_ util<—p utill0,
ifelse (length(p util9)!=0, p util<—p util9, ifelse (length(p util8)!=0,
p_util<—p util8, ifelse (length(p util7)!=0, p_ util<—p util7, ifelse(
length (p_util6)!=0, p util<—p util6, ifelse (length(p util5)!=0, p util
<—p_utils, ifelse (length(p_util4d)!=0, p_ util<—p utild,ifelse (length (
p_util3)!=0, p_ util<—p wutil3,ifelse(length(p_ util2)!=0, p util<—
p_util2, ifelse(length(p utill)!=0, p util<—p utill ,p util<—c() ))))))
))))))

1066

1067

1068 ifelse (length(p util)==0, contal2<—contal2+1,{

1069

1070 AA[posicao_a[l],4]<— sample(vec categ, 1,replace=FALSE, prob=p util) #
estimativa de novos valores

1071 AA[posicao_a[l],21]<—p_util[1] # a probabilidade ndo condicional
utilizada para estimativa da categoria 1: Level

1072 AA[posicao_a[l],22]<—p_util[2] # a probabilidade ndo condicional
utilizada para estimativa da categoria 2: Level

1073 AA[posicao_a[l],23]|<—p_util[3] # a probabilidade ndo condicional
utilizada para estimativa da categoria 3: Level

1074 AA[posicao_a[l],24]<—p_util[1]*(1—p_util[1]) # a incerteza relacionada a
categoria 1: Level

1075 AA[posicao_a[l],25]<—p_ util[2]*(1—p util[2]) # a incerteza relacionada a
categoria 2: Level

1076 AA[posicao_a[l],26]<—p_util[3]*(1—p_util[3]) # a incerteza relacionada a
categoria 3: Level

1077 AA[posicao_a[l],6]<—Nivel prob # Level

1078 AA[posicao_a[l],7] <—Valor S|[1]

1079 AA[posicao_a[l],8] <—Valor S|[2]

1080 AA[posicao_a[l],9]<—Valor_ S|[3]

1081 AA[posicao_a[l],10]<—Valor_ S|[4]

1082 AA[posicao_a[l],11]<—Valor_ S|[5]

1083 AA[posicao_a[l],12]<—Valor S|[6]

1084 AA[posicao a[l],13]<—Valor S|[7]

1085 AA[posicao a[l],14] <—Valor S|[8]

1086 AA[posicao_a[l],15]<—Valor_ S|[9]

1087 AA[posicao_a[l],16]<—Valor S[10]

1088 AA[posicao a[l],17]<—Valor S[11]

1089 AA[posicao a[l],18] < —Valor S[12]

1090 AA[posicao_a[l],31]<—posto S|[1]

1091 AA[posicao_a[l],32] <—posto_S|[2]

1092 AA[posicao_a[l],33] < —posto_ S|[3]

1093 AA[posicao_a[l],34] < —posto_S|[4]

1094 AA[posicao a[l],35] < —posto S|[5]

1095 AA[posicao a[l],36] <—posto S|[6]

1096 AA[posicao a[l],37]<—posto_ S|[7]

1097 AA[posicao_a[l],38] < —posto_ S|[8]

1098 AA[posicao_a[l],39] < —posto_ S[9]

1099 AA[posicao a[l],40] < —posto_ S[10]

1100 AA[posicao a[l],41] < —posto S[11]

1101 AA[posicao a[l],42] <—posto S[12]

1102 posicao_a<—posicao_a[—1]

1103 })



1104 },

1105 {conta0<—conta0+1

1106
1107
1108 } )
1109

1110 posicao a<—sample (posicao_a)

1))))))))))))

1111 conta_sem<—conta sem-1

1112
1113

1114 }, contald<—contal4d+1)

1115

1116 posicao a<—sample (posicao a)

1117 conta sem<—conta sem+1

1118
1119
1120
1121
1122 for (i
1123

1124 ifelse (AA[vetor

1125 AA[vetor

1126 AA[vetor
1127 AA[vetor
1128 AA[vetor
1129 AA[vetor

1130 AA[vetor

1132

1183 },ifelse (AA[vetor
1134 AA[vetor
_amostras[i],22]<—1
1136 AA[vetor
1187 AA[vetor
1138 AA[vetor

1135 AA[vetor

1139 AA[vetor
1140 AA[vetor
1141 },{

1142 AA[vetor
1143 AA[vetor
1144 AA[vetor _
1145 AA[vetor _

1146 AA[vetor

in 1:length (vetor

amostras|[1],22]<—0
amostras [i],23]<—0
amostras [i],24]<—0
amostras [1],25]<—0

|
_amostras|[i],26]<—0
1131 AA[vetor_ ]

amostras [i],6]<—0

amostras[i],21]<—0

amostras|[i],23]<—0
amostras|[i],24]<—0
amostras [i],25]<—0
amostras [ i],26]<—0

_amostras[i],6]<—0

amostras|[i],21]<—0
amostras [1],22]<—0
amostras [i],23]<—
amostras [i],24]<—0
amostras|[i],25]<—0
|
|

CODIGO SNESIM.R POR RODRIGUEZ, J.N.C.

} # final do while posicao a[l]

_amostras)){

amostras [i],4]==1,{
_amostras[i],21]<—1

# fim do if que o Nivel de Probabilidade estava em 0

# 100% de acontecer a categoria 1

# 0% de acontecer
# 0% de acontecer
# categoria 1 sem
# categoria 2 sem
# categoria 3 sem
# Level 0

_amostras|[i],4]==2,{

# 0% de acontecer

a categoria 2
a categoria 3
incerteza
incerteza
incerteza

a categoria 1

# 100% de acontecer a categoria 2

# 0% de acontecer
# categoria 1 sem
# categoria 2 sem

# categoria 3 sem
# Level 0

# 0% de acontecer
# 0% de acontecer
# 0% de acontecer
# categoria 1 sem
# categoria 2 sem

a categoria 3
incerteza
incerteza
incerteza

a categoria 1
a categoria 2
a categoria 3
incerteza
incerteza

85

1147 AA[vetor_amostras[i],26]<—0 # categoria 3 sem incerteza
1148 AA[vetor amostras|[i],6]<—0 # Level 0

1149 }))

1150 }

1151

1152

1153 # recategorizando a incerteza em 0 e 1 quando for >=0.15
1154

1155 for (i in 1l:nrow(AA)){

1156 ifelse (AA[i,24]>—0.20,AA[i,27]< —4,AA[i,27]< —AA[i,4])

1157 ifelse (AA[i,25]>=0.20,AA[i,28] < —4,AA[i,28] < —AA[i,4])

1158 ifelse (AA[i,26]>=0.20 AA[i,29]< —4,AA[i,29]< —AA[i,4])

1159 }

1160 for (i in 1l:nrow(AA)){

1161 ifelse (AA[i,24]>=0.20 | AA[i,25]>-0.20 | AA[i,26]>-0.20, AA[i,20]<— 4, AA

[1,20] < —AA[i,4])
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1162
1163
1164
1165
1166
1167
1168
1169
1170
1171
1172
1173
1174
1175
1176
1177
1178
1179
1180
1181
1182
1183
1184
1185
1186
1187
1188
1189
1190
1191
1192
1193
1194
1195
1196
1197
1198
1199
1200
1201
1202
1203
1204
1205
1206
1207
1208
1209

}

exportar<—data.frame (AA)

names (exportar) [1] <— "i_x"
names ( exportar) [2] <— "j y"

names (exportar) [3] <— "k z"

names (exportar) [4] <— "categ"

names (exportar)[5] <— "pos_inic"

names (exportar) [6] <— "Level"

names (exportar) [7] <— "S(ul)"

names (exportar) [8] <— "S(u2)"

names (exportar) [9] <— "S(u3)"

names (exportar)[10] <— "S(u4)"

names (exportar)[11] <— "S(ub)"

names (exportar) [12] <— "S(u6)"

names (exportar) [13] <— "S(u7)"

names (exportar) [14] <— "S(u8)"

names (exportar)[15] <— "S(u9)"

names (exportar)[16] <— "S(ul0)"

names (exportar)[17] <— "S(ull)"

names (exportar)[18] <— "S(ul2)"

names (exportar)[20] <— "Incertezas"

names (exportar)[21] <— "Prob_categ 1"
names (exportar)[22] <— "Prob_categ 2"
names (exportar)[23] <— "Prob_categ 3"
names (exportar)[24] <— "Incerteza categ 1"
names (exportar) [25] <— "Incerteza categ 2"
names (exportar)[26] <— "Incerteza categ 3"
names (exportar)[27] <— "Incert 0 1 categ 1"
names (exportar)[28] <— "Incert 0 1 categ 2"
names (exportar)[29] <— "Incert 0 1 categ 3"
names (exportar)[31] <— "Posto 1"

names (exportar)[32] <— "Posto_ 2"

names (exportar)[33] <— "Posto_ 3"

names (exportar)[34] <— "Posto 4"
names ( exportar) [35] <— "Posto_5"

names (exportar)[36] <— "Posto 6"

names (exportar)[37] <— "Posto 7"

names (exportar)[38] <— "Posto_8"

names (exportar)[39] <— "Posto 9"

names (exportar)[40] <— "Posto_ 10"

names (exportar)[41] <— "Posto 11"

names (exportar)[42] <— "Posto_ 12"

1210 # Salvar os resultados assim como:

1211

1212 #write . table (exportar ,"C:\\ Users\\joan\\Documents\\Programas\\
Dado_sintético_ 2D\\ figuras\\Colocar na_ tese\\realizacoes\\realizacao2.

1213

csv"

,sep=";", qmethod = "double")

1214 #save .image ("C:\\ Users\\joan\\Documents\\Programas\\Dado sintético 2D\\
figuras\\ Colocar na tese\\realizacao2")

1215
1216

1217 # estudo sobre a saida dos resultados



1218
1219

1220
1221

1222
1223
1224
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hist (exportar|[,"Level"]|) # histograma das probabilidades condicionais
utilizadas na estimativa das celulas

prob_condi<—data.frame(prop.table(table(exportar|[,"Level"]))) # As
probabilidades condicionais utilizadas na estimativa das celulas

prob condi

1225 # resultados

1226
1227
1228

1229
1230

head (exportar)

opendd ()

plot3d (exportar|[,1], exportar|[,2], exportar[,3], col=exportar|[,4], type=’s
’, radius=c(0.55,0.55,0.55) ,xlab="X" ylab="Y", zlab="Z") #resultados

1231 # Imagem de treinamento

1232
1233

1234

open3dd () # fungdo para preparar o ambiente de graficos

plot3d (BB[,1], BB[,2], BB[,3], col=BB[,4], type=’s’, radius=c
(0.55,0.55,0.55) ,xlab="X", ylab="Y", zlab="7Z") # fun¢do que grafica em
3D

1235 # populagao

1236
1237

1238

open3dd () # fungdo para preparar o ambiente de graficos

plot3d (bb|[,1], bb[,2], bb[,3], col=bb|,4], type=’s’, radius=c
(0.55,0.55,0.55) ,xlab="X", ylab="Y", zlab="Z") # fungdo que grafica em
3D

1239 # amostras

1240
1241

1242

open3dd () # fungdo para preparar o ambiente de graficos

plot3d (bbl[,1], bbl[,2], bbl[,3], col=bbl[,4], type=’s’, radius=c
(0.55,0.55,0.55) ,xlab="X", ylab="Y", zlab="Z") # fungdo que grafica em
3D

1243 # Incertezas intercetadas

1244
1245

1246

open3dd () # fungdo para preparar o ambiente de graficos
plot3d (exportar|[,1], exportar[,2], exportar|[,3], col=exportar[,20], type=’
s’, radius=c(0.55,0.55,0.55) ,xlab="X", ylab="Y", zlab="Z") #resultados

1247 # Incerteza associada a 1

1248
1249

1250

open3dd () # fungdo para preparar o ambiente de graficos
plot3d (exportar|[,1], exportar[,2], exportar|[,3], col=exportar[,27], type=’
s’, radius=c(0.55,0.55,0.55) ,xlab="X", ylab="Y", zlab="Z") #resultados

1251 # Incerteza associada a 2

1252
1253

1254

open3dd () # fungdo para preparar o ambiente de graficos
plot3d (exportar|[,1], exportar|[,2], exportar[,3], col=exportar[,28], type=’
s’, radius=c(0.55,0.55,0.55) ,xlab="X", ylab="Y", zlab="Z") #resultados

1255 # Incerteza associada a 3

1256
1257

1258

open3dd () # fungdo para preparar o ambiente de graficos
plot3d (exportar|,1], exportar|[,2|, exportar|,3], col=exportar[,29], type=’
s’, radius=c(0.55,0.55,0.55) ,xlab="X", ylab="Y", zlab="Z") #resultados

1259 # Salve a imagem do programa para visualizacao posterior

1260

1261 #save.image("C:\\ Users\\joan\\Documents\\Programas\\Dado sintético 2D\\

figuras\\ Colocar na_tese\\overview")
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