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Resumo

Os modelos multiniveis representam uma classe de modelos utilizada para ajustes de
dados que apresentam estrutura de hierarquia. O presente trabalho propoe uma genera-
lizacao dos modelos normais multiniveis, denominada modelos elipticos multiniveis. Esta
proposta sugere o uso de distribui¢coes de probabilidade pertencentes a classe eliptica,
envolvendo portanto todas as distribui¢oes continuas simétricas, incluindo a distribuicao
normal como caso particular. As distribuicoes elipticas podem apresentar caudas mais
leves ou mais pesadas que as caudas da distribuicao normal. No caso da presenca de ob-
servacoes aberrantes, é sugerido o uso de distribui¢des com caudas pesadas no intuito de
obter um melhor ajuste do modelo aos dados considerados discrepantes. Nesta dissertacao,
alguns aspectos dos modelos elipticos multiniveis sao desenvolvidos, como o processo de
estimacao dos parametros via maxima verossimilhanca, testes de hipéteses para os efeitos
fixos e parametros de variancia e covariancia e andlise de residuos para verificacao de
caracteristicas relacionadas aos ajustes e as suposicoes estabelecidas.

Palavras-chave: modelos multiniveis, modelos elipticos, estimacao robusta.
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Abstract

Multilevel models represent a class of models used to adjust data which have hie-
rarchical structure. The present work proposes a generalization of the multilevel normal
models, named multilevel elliptical models. This proposal suggests the use of probability
distributions belonging to the elliptical class, thus involving all symmetric continuous dis-
tributions, including the normal distribution as a particular case. Elliptical distributions
may have lighter or heavier tails than the normal ones. In case of presence of outlying
observations, it is suggested the use of heavy-tailed distributions in order to obtain a bet-
ter fitted model to the discrepant observations. In this dissertation some aspects of the
multilevel elliptical models are developed, such as the process of parameter estimation by
maximum likelihood, hypothesis tests for fixed effects and variance-covariance parameters
and residual analysis to check features related to the fitting and established assumptions.

Keywords: multilevel models, elliptical models, robust estimation.
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Capitulo 1

Introducao

1.1 Introducao

Os modelos multiniveis representam uma classe de modelos muito utilizada para es-
tudos que apresentam dados com uma estrutura de hierarquia. Trabalhos que fornecem
dados coletados nas ciéncias humanas e bioldgicas, por exemplo, possuem geralmente uma
estrutura hierarquica. Pesquisas na area de hereditariedade envolvendo animais ou pes-
soas apresentam naturalmente dados dispostos em niveis, em que geracoes sao agrupadas
dentro das familias, uma vez que individuos de uma geragao proveniente dos mesmos pais
tendem a apresentar maiores similaridades em suas caracteristicas fisicas e mentais do que
individuos escolhidos aleatoriamente na populacao como um todo. Para este caso, criangas
de uma mesma familia tendem a ter baixa estatura se seus pais sao de baixa estatura,
além da possibilidade da existéncia de problemas de formagao provenientes de outros ele-
mentos, como por exemplo a influéncia de fatores ambientais na estatura das criangas. Em
experimentos na forma de ensaios clinicos, como por exemplo no caso de individuos que
sao selecionados aleatoriamente dentre uma amostra também aleatoria de hospitais, existe
a caracteristica de diferentes niveis nos dados coletados, uma vez que pacientes atendidos
num mesmo hospital podem apresentar comportamentos similares considerando a evolu-
¢ao no tratamento de determinada doenga em comparagao com pacientes coletados de
diferentes hospitais. Fatores relacionados aos hospitais podem ser determinantes na efici-
éncia do tratamento considerado, tais como estrutura do prédio hospitalar, qualidade dos

equipamentos, etc.



INTRODUCAO 2

A literatura que trata de modelos multiniveis compreende, por exemplo, trabalhos re-
alizados em Gelman e Hill (2007), Goldstein (2009), Raudenbush e Bryk (2002), Snijders
e Bosker (1999) e West, Welch e Galecki (2007), porém a ideia de flexibilizar as suposigoes
comumente assumidas nos modelos normais lineares para realizacao de estudos com dados
apresentando estruturas mais complexas foi proposta em diversos outros trabalhos anteri-
ores. Uma importante classe de modelos é a dos modelos lineares generalizados (MLGs),
como vistos em McCullagh e Nelder (1999) e em Paula (2010). Eles permitem a mode-
lagem de dados que seguem distribuigoes pertencentes a familia exponencial (incluindo a
distribui¢do normal como caso particular). Entretanto, esses modelos assumem indepen-
déncia entre as observagoes, suposicao que nem sempre € satisfeita em determinados casos.
Uma generalizagao desta classe de modelos compreende os modelos lineares generalizados
hierarquicos (Lee e Nelder (1996)), em que o preditor linear definido nos MLGs agora
pode apresentar componentes aleatorios.

Outros exemplos de grande importancia sao os modelos de componentes de variancia,
nos quais pode ser considerada a presenca de efeitos aleatérios para determinados fatores
considerados no estudo (ver, por exemplo, Crump (1946) e Searle, Casella e McCulloch
(1992)). Nesses modelos, existe a possibilidade de ser imposta uma determinada estrutura
de variancia e covariancia aos dados. Contudo, sob a presenca de dados nao balanceados
o processo de estimacao dos parametros nao apresenta equacoes em forma fechada. Gene-
ralizacoes desta 1ltima classe de modelos foram propostas, como por exemplo os modelos
mistos (Laird e Ware (1982) e Waternaux, Laird e Ware (1989)), aplicados eficientemente
em dados de estrutura longitudinal, ou seja, dados que apresentam medidas coletadas
para um mesmo individuo ao longo do tempo. Estes modelos também sao aplicados em
dados com medidas repetidas, que sao caracterizados pela presenca de varidveis obser-
vadas para um mesmo individuo sob, por exemplo, diferentes niveis de um determinado
fator. McLean, Sanders e Stroup (1991) comparam resultados de aplicagdes envolvendo
os modelos de andlise de variancia convencionais com o uso dos modelos mistos. Verbeke
e Molenberghs (2003) discutem o uso de testes do tipo escore propostos por Silvapulle e
Silvapulle (1995) em modelos de componentes de variancia e Giampaoli e Singer (2009)

discutem o uso do teste da razao de verossimilhancas para os parametros de variancia e
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INTRODUCAO 3

covariancia em modelos mistos.

A existéncia de dados nao balanceados motivou o uso de métodos iterativos para
estimacao dos parametros em modelos mistos. O algoritmo mais utilizado para o processo
de estimagao nestes modelos é o algoritmo EM ( Expectation-Mazximization), proposto por
Dempster, Laird e Rubin (1977). Este algoritmo é utilizado inclusive para a obtencao das
estimativas dos componentes de variancia e covariancia (Dempster, Rubin, e Tsutakawa
(1981)).

Diversas técnicas desenvolvidas a partir dos modelos mistos podem ser utilizadas nos
modelos multiniveis. Existem trabalhos especificos que detalham métodos de estimacao
dos parametros, testes de hipoteses e alguns procedimentos para a andlise de residuos
e de diagnéstico em modelos multiniveis com distribuicao normal. Raudenbush e Bryk
(2002) consideram o uso destes modelos tratando cada nivel individualmente, para uma
posterior andlise considerando todos os niveis. West, Welch e Galecki (2007) abordam o uso
de modelos multiniveis de forma bastante didética, utilizando véarios exemplos aplicados a
dados com dois ou trés niveis de hierarquia. Em Pires (2009) temos o desenvolvimento da
analise de influéncia local através da curvatura normal em modelos multiniveis. Em Hilden-
Minton (1995) temos algumas técnicas de diagndstico para estes modelos. Em Raudenbush
e Bryk (2002) e Natis (2000) temos ainda uma discussao acerca de importantes detalhes
como a locacao das variaveis preditoras e as varias interpretacoes dos parametros a partir
do uso de determinadas locagoes.

Uma importante caracteristica dos modelos normais multiniveis (assim como dos mo-
delos mistos com distribuigoes normais dos erros e efeitos aleatérios) é a falta de robustez
das estimativas de maxima verossimilhanca na presenca de observagoes aberrantes, ou
seja, dados discrepantes em relagao aos demais tendem a exercer maior influéncia nas
estimativas dos parametros. Embora os modelos normais apresentem certa praticidade
no seu uso, este problema pode implicar em erros na realizacao de inferéncia acerca dos
parametros e, portanto, o modelo pode ser eventualmente mal especificado. Uma pro-
posta para lidar com esse problema ¢é o uso de distribuicoes de probabilidades com caudas
mais pesadas que as caudas da distribuicao normal, como por exemplo a distribuicao t-

Student, no intuito de melhor acomodacao das observacoes discrepantes. Com relagao a
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INTRODUCAO 4

modelos que utilizam a distribuicao citada, importantes trabalhos encontram-se disponi-
veis. Zellner (1976) discute as abordagens cldssica e bayesiana em modelos de regressao
com distribui¢ao t-Student multivariada dos erros. Kowalsky, Mendoza-Blanco, Tu e Gle-
ser (1999) também comparam técnicas inferenciais bayesianas e classicas nestes modelos.
Ferndndez e Steel (1999) ilustram algumas armadilhas encontradas em métodos bayesi-
anos e de maxima verossimilhanca nos ajustes de modelos de regressao t-Student com
graus de liberdade desconhecidos. Lange, Little e Taylor (1989) tratam da robustez das
estimativas de maxima verossimilhanca em modelos de estrutura longitudinal com erros
t-Student, para graus de liberdade fixos ou desconhecidos. Liu e Rubin (1995) apresentam
extensoes do algoritmo EM para as estimativas em modelos com distribuicao t-Student
multivariada. Pinheiro, Liu e Wu (2001) também utilizam extensoes do algoritmo EM
para estimagao robusta dos parametros nos modelos mistos com a referida distribuicao.
Little (1988) aborda a estimagao robusta em modelos com dados faltantes.

Considerando a classe de distribuicoes elipticas, importantes contribuicoes também
foram desenvolvidas. Galea, Paula e Bolfarine (1997) tratam da andlise de influéncia
local em modelos elipticos e Galea, Paula e Uribe-Opazo (2003) abordam esta técnica de
diagndstico para o caso univariado. Osorio, Paula e Galea (2006) propoem o estudo de
influéncia local em modelos elipticos com estrutura longitudinal. Savalli (2005) e Savalli,
Paula e Cysneiros (2006) abordam o uso de testes do tipo escore para parametros de
variancia e covariancia em modelos elipticos mistos e Cysneiros e Paula (2004) discutem o
uso de testes de hipoteses unilaterais em modelos de regressao com distribuigao t-Student
multivariada dos erros.

O objetivo deste trabalho é propor uma generalizacao dos modelos normais multiniveis,
denominada modelos elipticos multiniveis. Esta proposta sugere o uso de distribuicoes de
probabilidade pertencentes a classe eliptica, envolvendo portanto todas as distribuigoes
continuas simétricas, incluindo a distribuicao normal como caso particular. As distribui-
coes elipticas podem apresentar caudas mais leves ou mais pesadas do que as caudas da
distribuicao normal. No caso da presenca de observagoes aberrantes, é sugerido o uso de
distribuicoes com caudas pesadas no intuito de obter um melhor ajuste do modelo aos

dados considerados discrepantes. No Capitulo 2 temos a motivacao do uso de modelos
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INTRODUCAO 5

multiniveis através de um exemplo hipotético, bem como a descricao dos métodos de esti-
macao, testes de hipdteses e andlise de residuos nestes modelos considerando distribuicao
normal dos erros e efeitos aleatdrios. Temos ainda neste capitulo a ilustracao de duas apli-
cagoes, a primeira utilizando modelos para dados com dois niveis de hierarquia e a segunda
abordando o uso dos modelos normais multiniveis para dados que apresentam trés niveis
de hierarquia. No Capitulo 3 temos o desenvolvimento da proposta dos modelos elipticos
multiniveis. Primeiramente, a classe de distribuicoes elipticas é abordada, posteriormente
é definido o modelo eliptico multinivel propriamente dito. Em seguida sao desenvolvidos
os procedimentos para a estimacao dos parametros via maxima verossimilhanca, realiza-
¢ao de testes de hipdteses e andlise de residuos. Finalmente, as aplicagoes trabalhadas no
Capitulo 2 sao desenvolvidas com o uso de modelos elipticos multiniveis com distribuicao
t-Student multivariada. Os resultados obtidos sob esta distribuicao e sob a distribuicao
normal sao comparados e discutidos. No Capitulo 4 temos as conclusoes sobre o trabalho

aqui desenvolvido e sugestoes para trabalhos futuros.
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Capitulo 2

Modelos Normais Multiniveis

Neste capitulo temos inicialmente um exemplo hipotético para a motivagao do uso de
modelos multiniveis. Posteriormente sera discutida a teoria de estimacao dos parametros,
bem como as técnicas de inferéncia existentes para estes modelos. Em seguida temos
dois exemplos de aplicagoes: o primeiro exemplo refere-se ao uso de modelos multiniveis
em dados que apresentam dois niveis de hierarquia e o segundo exemplo faz uso destes

modelos em um conjunto de dados que apresenta trés niveis de hierarquia.

2.1 Motivacao

Considere um exemplo de amostragem de alunos em uma determinada escola. Um dos
possiveis interesses € a investigacao de fatores que contribuem no rendimento dos alunos
numa matéria especifica. Supondo que exista uma variavel Z que explique as notas dos

alunos, um modelo inicial poderia ser proposto da forma

Yi=m+ %72 +«, (2.1)
parat = 1,2,...,n, em que n é o numero de alunos amostrados na determinada escola.
Assim, em (2.1) temos que

Y; representa o rendimento escolar do i-ésimo aluno da amostra;
Z; é o valor da variavel independente considerada no estudo para o i-ésimo aluno;

v1 € o parametro que representa a média geral do rendimento dos alunos dado que o

valor de Z é zero;
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2 é o parametro associado a variavel independente Z, ou seja, 7, € o acréscimo obtido
no valor médio do rendimento dos alunos quando o valor de Z é acrescido em uma

unidade;
€; € um erro aleatorio associado a Yj,

com a suposi¢ao de que os erros sao independentes entre si, com ¢; ~ N(0,0?), para
1=1,2,...,n.

Suponha agora que a amostra de n alunos tenha sido obtida a partir de uma amostra
de J classes dentro da escola, e que o valor de v, pode apresentar diferentes valores para
diferentes classes, ou seja, o valor médio do rendimento dos alunos dado que o valor de Z
é zero depende da classe onde os alunos foram amostrados. Sendo assim, um modelo que

leva em consideracao essa suposicao é dado por

Yij = mj+ s+ €y, (2:2)

para ¢ = 1,2,...,n; e j = 1,2,...,J, em que n; ¢ o nimero de alunos da amostra
J

pertencentes a j-ésima classe, com 5 n; = n e J o nimero total de classes consideradas.
Jj=1

Desta forma, temos que
Y;; é o rendimento do i-ésimo aluno pertencente a j-ésima classe amostrada;
J )
715 € o rendimento médio dos alunos da j-ésima classe dado o valor nulo de Z;

Yo € o parametro associado a varidvel independente Z, ou seja, é o acrésimo no valor
médio do rendimento dos alunos quando a variavel Z é acrescida em uma unidade

considerando todas as classes amostradas;
€;; ¢ um erro aleatério associado a Yj;,
com as suposigoes de que os erros sdao independentes entre si, sendo €;; ~ N(0,0?), para

i=1,2,...,n;ej=1,2,...,J. O parametro v;; pode, ainda, ser modelado por

Y = B+ by, (2.3)
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em que
B1 € o valor esperado de vy;;
bi; € um erro associado a 7,

com as suposicoes que os erros by;’s sao independentes entre si e independentes dos erros
€i;’s, com by; ~ N(0,0%), parai=1,2,...,n;e j=1,2,...,J. Se substituirmos (2.3) em

(2.2) e fizermos 5 = (2, obtemos

Yij = B+ B2Zi+ by + €, (2.4)

parai=1,2,...,n;ej=1,2,...,J. Em (2.4) temos que 3; (o valor esperado dos 7;;’s) é
o valor médio dos rendimentos de todos os alunos considerados nas J classes da amostra,
dado que o valor da varidvel Z é zero. Sendo assim, os erros by;’s associados aos 7;’s
em (2.3) podem ser interpretados como “variagoes” na média geral dos rendimentos dos
alunos entre as J classes consideradas no estudo.

Além das suposicoes consideradas anteriormente, poderia ser assumido que a magni-
tude da influéncia de Z no rendimento dos alunos depende da classe considerada. Assim,

poderiamos ter

Yij =yt 22 + €, (2.5)
parat=1,2,...,n;ej=1,2,...,J, em que
Yi; ¢ o rendimento do i-ésimo aluno pertencente a j-ésima classe amostrada;
715 € o rendimento médio dos alunos da j-ésima classe dado o valor nulo de Z;

725 € o parametro associado a varidvel independente Z para os alunos da j-ésima classe,
ou seja, é o acrésimo no valor médio do rendimento dos alunos pertencentes a j-ésima

escola quando a variavel Z é acrescida em uma unidade;

€;; ¢ um erro aleatério associado a Yj;.
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Os parametros 7;; e ,; podem ser dados por

mj = b1+ biy;

Yoj = [a+ by,

(2.6)

para j =1,2,...,J, em que
B1 € o valor esperado de vy;;
bi; ¢ um erro aleatdrio associado a 7;;
B2 ¢ o valor esperado de vy;;
by; ¢ um erro associado a 7y,

com as suposicoes de que os by;’s sao independentes entre si, 0os by;’s sao também inde-
pendentes entre si e independentes dos by;’s, e além disto tanto os by;’s quanto os by;’s
sao independentes dos €;’s, com by; ~ N(0,0%), by; ~ N(0,0%) e €; ~ N(0,0%) para
i=1,2,...,n;ej=1,2,...,J. A estrutura de variancia e covariancia entre os by;’s e os
be;’s pode ser especificada segundo diferentes propostas, inclusive com Cov(by;, by;) # 0.
Em West, Welch e Galecki (2007) temos alguns exemplos de matrizes de variancia e cova-
riancia para os erros em modelos normais multiniveis tanto com dois niveis quanto com

trés niveis. Substituindo (2.6) em (2.5), obtemos

Yij = Br+by+ (B2 + byy)Zij + €ij,
o que leva a
}/ij = /31 + B2Zij + blj + b2sz‘j + €ij- (27)
Em (2.7), temos que
(1 é o rendimento médio para todos os alunos da amostra dado o valor nulo de Z;

(B2 é o parametro associado a variavel independente Z para todos os alunos das J classes
consideradas na amostra, ou seja, ¢ o acrésimo no valor médio do rendimento geral

dos alunos quando a varidvel Z é acrescida em uma unidade.
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Note que em (2.7) os valores dos by;’s podem ser interpretados como “varia¢oes” na média
geral 31 dos rendimentos dos alunos (condicionais ao valor nulo da varidvel Z) entre as J
classes. As quantidades representadas pelos by;’s podem ser interpretadas como “variagoes”
na magnitude da influéncia da varidvel Z (f2) no rendimento médio dos alunos entre as
classes consideradas.

A notagao matricial para o modelo dado por (2.5) e (2.6) é

Y =Zjv;+ e (2.8)
v = T;3+b,, (2.9)
para j =1,2,...,J, em que
1 le
Y= (Y, Yoy, Vo) o Zi= | s = (5 725) g
- 1 ZTL]] = nj><2
t 1 O t t
€ = (€1 €25y nys) s Ty = B =(B1.52) 515 by = (biy;b25)5,5-
01
d2x2
Substituindo (2.9) em (2.8), temos
Yj == Zj [T]ﬁ + b]] + 6]' - ZjTjﬁ + Zjbj —|— Ej. (210)

Fazendo X, = Z;T,; em (2.10), obtemos

Yj:Xj,B+Zjbj+€j,j:1,2,...,J.

Utilizando as suposi¢oes do modelo, obtemos que b; ~ No(0, ¥,), em que

2Xx2
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Além, disso, temos €; ~ N, (0,R;), em que R; = 02Iannj, sendo I a matriz identidade.
Os €,’s sao independentes entre si e independentes dos b;’s, para j = 1,2,...,J. De acordo
com as distribuicoes de b; e €; e considerando a distribuigao de Y; condicional ao valor
de b; dada por

Ylb; ~ Ny (X;8 + Z;b), R;),

temos a distribuicao conjunta de Y; e b; dada por

Y; X;B Z,%,Z;' +R; Z;¥;
~ NTL]'+2 )

b, 0 7" v,

J

Portanto, a distribuicao marginal de Y; ¢ dada por
Y; ~ N, (X;8,2;%,Z;' +Ry),

ou ainda

Y~ Nnj(Xj67Vj>7

em que V,; = Zj‘I’ijt + R;. Considerando uma notagao para as J classes, sejam

t
Y = (VLY Y s X = (XXX

j=1 n;)x2’

Z, 0 ... O
0 Z, ... 0
Z - ? )
o ... 0 Z
L S (X_yny)x2J]
b= (biv bt27 s 7blf])t2J><1; €= (etl’ 6;, T 63)75(2;:1 nj)x1:

Assim, temos

Y =XB+Zb+e.
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Desta forma, temos b ~ Ny;(0, ¥) e € ~ quzlnj(O, R), em que
v, 0 0 R, O 0
0o v, 0 0 Ry 0
qj - R =
0 v, 0 R,
- - 2Jx2J L .

(

j']:1 ”j)X(Z]J:l nj)

De acordo com as distribuigoes de b e € e considerando a distribuicao de Y condicional

ao valor de b dada por

Y|b~ Ny, (XB+Zb,R),

J

temos a distribuicao conjunta de Y e b dada por

Y X3 ZYZ'+ R ZV

~ Nt o :

b \ VA v

Portanto, a distribuicao marginal de Y é dada por
Y ~ NZ;-’Zlnj (XB,Z¥Z' + R),

ou ainda

Y ~ Nys (X8, V),

sendo V = Z¥Z' + R.
A partir do exemplo aqui considerado, pode ser constatado que as interpretacoes dos
parametros em modelos multiniveis nem sempre sao triviais, dependendo da estrutura de

cada modelo e da alocacao das variaveis preditoras. Maiores detalhes podem ser encon-

trados em Raudenbush e Bryk (2002) e em Natis (2000).

2.2 Definicao do Modelo

Os modelos multiniveis com dois niveis podem ser definidos sob uma estrutura mais
geral que aquela apresentada na Segao 2.1. Esta notagao mais geral pode ser vista no

Apéndice A.1. Quanto aos modelos multiniveis com trés niveis, sua estrutura geral esta
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ilustrada no Apéndice A.2. Nesta secao serao descritas as suposicoes sobre distribuigoes
de probabilidade dos erros mais utilizadas no contexto destes modelos. Para o caso de
modelos com trés niveis, as suposi¢oes usuais sao similares. Para o modelo com dois
niveis, considere entao

Yj = XJ,B + Zjbj + Ej,

para j =1,2,...,.J, com b; ~ Np(0,¥;) e €; ~ N,,(0,R;), sendo os b;’s independentes
entre si e independentes dos €;’s, sendo estes ultimos também independentes entre si. De
acordo com as distribuigoes de b; e €; e considerando a distribuicao de Y; condicional ao
valor de b; dada por

Yjlbj ~ Noy (X8 + 2565, R;) (2.11)

temos a distribuicao conjunta de Y; e b; dada por

Y; X;B Z,9;2;' +R; Z;¥,
~ INp;+P ) )
b; 0 \JVAY v,
para j =1,2,...,J. Assim, temos a distribui¢cao marginal de Y; dada por

Y ~ Ny (X;8,V5), (2.12)

em que V; = Z;W,;Z;' + R;, para j = 1,2,...,J. A matriz ¥; tem dimensio P x P
e a matriz R; tem dimensao n; x n;, sendo ambas simétricas e positivas definidas para
j=1,2,...,J. Geralmente a matriz R; ¢ diagonal, sendo em alguns casos R; = ¢*I, em
que I ¢ a matriz identidade de dimensao n; x n;. Utilizando a notacao matricial geral para
todas as J unidades ou “clusters” pertencentes ao nivel 2 do modelo, ou seja, considerando

a notagao

Y = X3+ Zb + €,
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com Y, X, B, Z, b e € definidos como no apéndice A.1, obtemos que b ~ N;p(0,¥) e

€~ Nz;z:lnj(O,R), em que
v, 0 ... O R, 0 ... O
O ¥, ... 0 0 R, ... O
U = : R=
0 ... 0 U, 0 ... 0 R,

- - JPxJP - = (Zo1 i) x (51 mg)
Aqui, o vetor b é independente do vetor €. De acordo com as distribui¢oes destes vetores
e considerando a distribuicao de Y condicional ao valor de b dada por

Y|b~ Nys , (XB+2Zb.R),

i
temos a distribuicao conjunta de Y e b dada por

Y X3 ZV7Z' +R ZV

~ Nt npyrap :

b 0 VA v
Neste caso as matrizes ¥ e R sao ambas positivas definidas. Como cada uma das
matrizes W,’s possui, no maximo, P(P + 1)/2 elementos distintos, temos que a matriz ¥
possui, no maximo, JP(P+1)/2 elementos distintos. Analogamente, cada uma das matri-

zes R;’s possui, no maximo, n;(n; + 1)/2 elementos distintos. Assim, a matriz R possui,

1
)

no MAaximo ;.]:1 nj(n; + 1) elementos distintos. Assumindo um vetor fg contendo os
parametros distintos de ¥ e Og um vetor que contém todos os parametros distintos de
R, podemos definir um vetor @ = (8g', Or")" que contém todos os parametros distintos
das matrizes ¥ e R conjuntamente.

Assim, temos a distribuicao marginal de Y dada por

Y ~ Nys (X8, V),
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com ) )
vV, 0 ... 0
0 V, 0
V = ;
0 0 Vy,

- o 4 (o n)x (S )

ou seja, V = ZWZ' + R. Neste caso, é suficiente apenas que a matriz V seja positiva defi-
nida. Porém, se o intuito é preservar a estrutura original do modelo, os parametros em V
devem ser estimados sob a restrigao de que as estimativas de ¥ e R sejam ambas positivas
definidas. Na secao seguinte temos a abordagem de métodos de estimacao nos modelos

multiniveis com distribuicao normal dos erros, a partir das suposicoes aqui ilustradas.

2.3 Meétodos de Estimacao

Para o contexto de modelos normais multiniveis, diversos trabalhos foram desenvolvi-
dos no que se refere a técnicas de estimacgao dos parametros. Os dois métodos de estimagao
mais utilizados em modelos normais multiniveis sao os métodos de Maxima Verossi-
milhanca (MV) e Maxima Verossimilhanca Restrita (MVR). Através destes, sdo
obtidas as estimativas tanto dos parametros dos efeitos fixos quanto dos parametros refe-
rentes aos componentes de variancia e covariancia do modelo.

Existem muitos algoritmos que podem ser utilizados na obtencao das estimativas
dos parametros, tanto por MV como por MVR. O algoritmo mais utilizado é o EM
(Ezpectation-Maximization). Para maiores detalhes acerca deste algoritmo, ver Demps-
ter, Laird e Rubin (1977) e Dempster, Rubin e Tsutakawa (1981).

Para o desenvolvimento dos métodos de estimacao MV e MVR para modelos normais
multiniveis, sera considerado o modelo multinivel com dois niveis dado em A.1, segundo as
suposicoes de distribuigdes de probabilidades dos erros dadas na Segao 2.2. O procedimento
para a estimacao dos parametros em modelos com trés niveis pode ser realizado de maneira

similar.
2.3.1 Maxima Verossimilhanga (MV)

Em geral, o método de MV consiste em obter estimativas de parametros otimizando

uma funcao de verossimilhanca. Para a aplicacao deste método, primeiro é obtida a ve-
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rossimilhanga como uma funcao dos parametros de um determinado modelo estatistico,
baseada em suposicoes a respeito de distribuicbes de probabilidade. As estimativas de
maxima verossimilhanca dos parametros sao os valores que maximizam a funcao de veros-
similhanca, isto é, os valores dos parametros que tornam os valores observados da varidvel
dependente mais “provaveis”, dadas as suposigoes de distribuicoes de probabilidade. Veja
Casella e Berger (2002) para uma discussao mais detalhada acerca do referido método. De
acordo com a distribuicao marginal de Y; em (2.12), e considerando os valores observados

de Y; denotados por y;, temos a fungao de densidade dada por
_n _1 1 _
f(yjﬁﬁa 9) = (27") 2 |Vj| 2exp _§<Yj - X]ﬂ)th 1(Yj - X]ﬁ) )

para j = 1,2,...,J, em que |A| refere-se ao determinante da matriz A. Note que os
elementos das matrizes V;, j = 1,2,...,J, sao fungoes dos parametros pertencentes ao
vetor 8. A contribuicao do j-ésimo grupo ou “cluster” na funcao de verossimilhanca é dada

por

L;j(8,0) = f(y;:8,0), (2.13)

portanto, a funcao de verossimilhanca é dada pelo produto das J contribuicoes definidas

em (2.13), ou seja,

J
L(B.0) =] L;(8.6) =
! - s 1
) Ve |40, - X8V, - X))

7j=1

Assim, o logaritmo da fungao de verossimilhanca é definido, neste caso, por

1(8,0) = log(L(B,0)) =

J J J
1 1 _
—3log(2m) E nj =5 E log| V| — 5 E (y; = X,;8)'V,; (y; = X;8),
j=1 j=1

J=1

(2.14)

em que log(z) refere-se ao logaritmo neperiano de z.
Para o vetor de parametros de variancia e covariancia @ conhecido, os inicos parame-

tros a serem estimados sao aqueles pertencentes ao vetor de parametros dos efeitos fixos
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em (3. Assim, (2.14) torna-se uma fungao apenas de 3, e sua maximizagao é equivalente

a minimizar a fungao

1

J
52 ~X;8)'V; My, — X;8). (2.15)
7=1

Esta funcao se assemelha a forma matricial para a soma de quadrado dos erros que é
minimizada no modelo normal linear, porém com a inclusao das matrizes Vj_l’s. Neste
caso, minimizar (2.15) é equivalente a utilizar o método de Minimos Quadrados Ge-

neralizados (MQG), obtendo assim o valor étimo de 3 dado por

-1 7

J
(Txvox) T, 210
j=1 j=1

ou ainda,

B = (X'V1X)'X'Vly, (2.17)

em que y = (y,%,¥,,...,y,). Neste caso, 3 tem a menor variancia dentre todos os
estimadores lineares nao-viesados de 3, ou seja, B é chamado de Best Linear Unbiased
FEstimator (BLUE).

Para o caso de 8 desconhecido, é necessdrio maximizar (2.14) conjuntamente em 3 e
0. Contudo, pode ser utilizado o logaritmo da func@o de verossimilhanca perfilada ,,.(8).
Esta funcao é obtida a partir de (2.14), substituindo 3 pela expressao definida em (2.16).

A fungao resultante é dada por

J
1, (6) = ——log(27r Z = Zlogyv | — ertvj—lrj, (2.18)
Jj= j:l
em que

R -1
ri=y, - X;B8=y, - X; (Zj:l thVj_lxj) S XV Ty =
y; — X;(X'VIX)TI X'V ly.

Em geral, a maximizagao de (2.18) em 6 remete a um processo de otimizagao nao linear,

com restri¢coes nos componentes de @ para garantir que as matrizes ¥; e R; sejam po-
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sitivas definidas, para j = 1,2,...,J. Como nao existe solucao em forma fechada para
este problema, a estimativa de 8 pode ser obtida por métodos iterativos de otimizacao,
como por exemplo o método escore de Fisher (ver, por exemplo, Longford(1987)). Apds
a estimativa de @ ser obtida, o valor da estimativa de B pode ser obtido, inicialmente,

obtendo a estimativa de V dada por
V =ZUZ' + R. (2.19)

Finalmente, utilizamos V no lugar de V em (2.17) para obter a estimativa de B sendo
dada por

A

A= X'V X)XV y. (2.20)

Devido ao fato de que em (2.20) estamos utilizando V, dizemos que ﬁ é o estimador
empirico de menor variancia entre todos os estimadores lineares nao viesados de 3, ou
seja, B é chamado de Empirical Best Linear Unbiased Estimator (EBLUE).

Para a obtencao da matriz de variancia e covariancia de B, no caso de 0 conhecido

podemos fazer

Var(8) = (XI'V71X)™. (2.21)

No caso de 8 desconhecido, é necessario substituir V por seu valor estimado V, e assim

obter uma estimativa da matriz de variancia e covariancia de B, dada por
— A1
Var(B) = (X'V X)L (2.22)

A expressao (2.22) pode ser utilizada no contexto de MV com € desconhecido ou através
do método de maxima verossimilhanga restrita (que serda definido posteriormente).
Considerando D parametros em 6, temos a matriz de informagcao de Fisher para este

vetor dada por

Koo = {Kop.},

em que

J
1 OV oV ;
Kpg ==Y tr|VilZ=2v 12
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para [,z =1,2,..., D, sendo tr(A) o valor do traco da matriz A.
2.3.2 Maxima Verossimilhanca Restrita (MVR)

O método de Méxima Verossimilhanga Restrita (MVR) é uma proposta alternativa
para a obtencao das estimativas dos parametros de variancia e covariancia nos modelos
multiniveis. Patterson e Thompson (1971) propuseram o referido método, que leva em
consideracao a perda nos graus de liberdade resultante da estimacao dos parametros dos
efeitos fixos dos modelos. Derivacoes alternativas e mais gerais do método MVR sao en-
contradas em Harville (1977), Cooper e Thompson (1977) e Verbyla (1990). Em algumas
situagoes o método de MVR ¢é preferido ao método de MV, pois este primeiro fornece
estimativas nao viesadas dos parametros de variancia e covariancia. Em Natis (2000) te-
mos o desenvolvimento dos métodos de MV e de MVR no contexto de modelos normais
multiniveis com dois niveis através do uso do modelo linear geral de Bayes (ver Lindley e
Smith (1972)).

A estimativa via MVR do vetor 8 é obtida a partir da otimizacao do logaritmo da

funcao de verossimilhanca restrita

1 [(Z n]> (i Qp>] log(2r) — —ZloglVyl

J (2.23)
=13 'V - Z log|X;'V;71X,.
j=1
J P
Aqui, an ¢ o numero total de individuos pertencentes ao nivel 1 do modelo e Z Qp
j=1 p=1

¢ o numero total de parametros que representam os efeitos fixos considerados no modelo.
A ideia da utilizacao de (2.23) é obter uma estimativa nao viesada de 6. Apds obter a
estimativa do referido vetor através da maximizacio de (2.23), obtém-se V através de
(2.19), 3 por meio de (2.20) e Var(8) a partir de (2.22). E valido notar que, embora a
equacao que fornece a estimativa de 3 no uso do método de Maxima Verossimilhanca
com @ desconhecido e no uso do método de Méaxima Verossimilhanca Restrita seja a
mesma, em geral estas fornecem diferentes estimativas do vetor de parametros dos efeitos

fixos considerado, pois os dois métodos podem fornecer diferentes estimativas do vetor de
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parametros de variancia e covariancia 6.

Além dos parametros em 3 referentes aos efeitos fixos e dos parametros em 6 que
representam os parametros de variancia e covariancia nos modelos multiniveis, temos
também a predigao dos efeitos aleatérios no vetor b, através de um conhecido método que

serd descrito no tépico seguinte.
2.3.3 Detalhes Computacionais no uso de MV e MVR

Alguns importantes detalhes devem ser considerados nos usos dos métodos de maxima
verossimilhanca e maxima verossimilhanca restrita no contexto de modelos multiniveis.
Uma importante etapa anterior a estimacao dos modelos ¢ a especificacao das estruturas
das matrizes ¥;’s e R;’s e, consequentemente, das matrizes ¥ e R. Este procedimento
pode implicar numa estimativa de V mais proxima de seu valor verdadeiro. Contudo,
uma ma especificacao das matrizes citadas pode remeter a valores de 8 muito proximos
da fronteira do espago paramétrico, consequentemente o uso de alguns algoritmos nos
métodos de MV ou de MVR pode apresentar problemas de convergéncia. Na pratica, os
programas ja implementados em softwares estatisticos, como por exemplo o software gra-
tuito R disponivel em http://www.r-project.org, possuem estruturas pré determinadas
para as matrizes de variancia e covariancia. Para uma introdugao a alguns programas ja
implementados no referido software ver, por exemplo, Crawley (2009).

Outro problema que requer atengao ¢ a certificacao de que as matrizes ¥;’s e R;’s
sao positivas definidas. Alguns procedimentos para garantir esta condicao e, sendo assim,
garantir que a estimacao dos parametros sera bem executada ¢ a escolha de valores inici-
ais alternativos para a implementagao de algoritmos que fazem uso de métodos iterativos,
bem como a ocasional mudanca de escala nas varidveis preditoras do modelo. Estes pro-
cedimentos, bem como uma discussao sobre os algoritmos mais utilizados no uso de MV
e MVR para estimacao dos parametros em 3 e 6 podem ser vistos em West, Welch e
Galecki (2007).

Na secao seguinte, temos uma discussao sobre algumas estratégias na construcao dos
modelos multiniveis. Estas estratégias possuem o objetivo de especificar estruturas de

modelos o mais préximo possivel da verdadeira estrutura dos dados, através de etapas
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que envolvem a especificacao de diferentes aspectos dos modelos propriamente ditos.

2.4 Predicao dos Efeitos Aleatérios

Um dos aspectos dos modelos multiniveis, diferentemente dos modelos lineares clés-
sicos, é a presenca de diferentes niveis e, sendo assim, de variaveis aleatérias que des-
crevem variagoes nos parametros pertencentes a um determinado nivel. Estas varidveis
nao podem ser estimadas pelos métodos acima descritos, porém assumem conjuntamente
uma distribuicao de probabilidade, usualmente a distribui¢cao normal multivariada. Em
alguns estudos, além da estrutura de variancia e covariancia associada a estas varidveis,
sua predicao fornece importante informacgao a respeito do comportamento das variaveis
dependentes pertencentes a um determinado grupo ou “cluster”.

A predicao dos erros pertencentes a modelagem de parametros de um determinado
nivel pode ser obtida através de preditores lineares conhecidos como preditores de Bayes
empiricos. Harville (1976) obteve este preditor através de uma extensao do Teorema de
Gauss-Markov aplicado a modelos com presenga de efeitos aleatérios. Laird (1982) e Laird
e Ware (1982) consideram o uso do preditor linear de Bayes empirico no contexto de
modelos mistos para dados com estrutura longitudinal.

Considerando (2.11) e (2.12), temos que a esperanga condicional do vetor b; dado o

valor observado de Y; =y, ¢ dada por
E(b|Y; =y,) = 9,Z;'V;  (y, - X;8),

para j = 1,2,...,J. Assim, quando o vetor 8 é conhecido, temos a predicao de b; dada
por

b, = U,Z,'V;7 (Y, - X;P),

para j = 1,2,...,J. Para 6 desconhecido, substituem-se as matrizes V;’s por suas res-

pectivas estimativas. Considerando as J unidades do nivel 2, temos

b=UZ'V (Y — X3). (2.24)
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O preditor b possui a menor variancia dentre todos os preditores lineares nao viesados de
E(b). Sendo assim, b é chamado de Best Linear Unbiased Predictor (BLUP). Quando o
vetor de parametros de variancia e covariancia @ é desconhecido, sua estimativa é utilizada
nas matrizes ¥ e V, bem como na obtencao do EBLUE de 3. Neste caso, dizemos que
b possui a menor variancia dentre todos os preditores lineares empiricos nao viesados de

E(b), sendo denominado de Empirical Best Linear Unbiased Predictor (EBLUP).

2.5 Coeficiente de Correlacao Intraclasse

Em geral, o Coeficiente de Correlacao Intraclasse, ou Intraclass Correlation Coefficient
(ICC), é uma quantidade que descreve a similaridade (ou homogeneidade) das medidas
da variavel resposta dentro de um determinado “cluster” ou em uma determinada unidade
experimental (para o caso de dados com medidas repetidas ou estudos longitudinais). O
ICC pode ser definido de diferentes formas, de acordo com a quantidade de niveis dos
modelos considerados (ver West, Welch e Galecki (2007)). Para o modelo dado em (2.2)

e (2.3), temos que

Cov(Y;j, Yir;) = Cov(B1 + Balij + b1j + €ij, b1 + Bolij + b1j + €j) =

COV(blj + €ij, blj + Eilj) = Var(blj) = 0'2(,,
para todo 7 # i =1,2,...,n;ej=1,2,...,J. Por outro lado,
Var(Y;;) = Var(Yi;) = 0%, + 02,

para i,9 = 1,2,...,n; e j = 1,2,...,J. Portanto, a correlacao entre os valores dos

rendimentos de dois alunos pertencentes a j-ésima classe é dada por

C }/;'71/;" 2
ICC = Cor(Yy;,Yyj) = ov (¥, Yiy) = 20 b 5 (2.25)
VVar(Yi)Var(Yy;) 0% +o0
paratodoi # ¢ =1,2,...,n;ej=1,2,...,J. Assim, o valor dado em (2.25) refere-se ao

grau de similaridade entre os valores dos rendimentos de diferentes alunos numa mesma
classe. Portanto, quanto maior o valor do coeficiente de correlagao intraclasse, maior a

similaridade entre os alunos em uma determinada classe.
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Uma vez descritos os métodos de estimacao dos parametros e a técnica mais utilizada
para predicao dos erros aleatorios que explicam parametros de determinados niveis dos
modelos normais multiniveis, temos a seguir o desenvolvimento de testes de hipdteses

acerca dos parametros definidos nestes modelos.

2.6 Testes de Hipdteses

Uma importante etapa na proposta de modelos multiniveis é a realizacao de testes
de hipdteses acerca da significancia de seus parametros. Neste contexto, os parametros
referentes aos efeitos fixos do modelo, contidos no vetor 3, podem ser testados com respeito
as suas respectivas significancias segundo varios tipos de testes, o mesmo sendo valido
para os parametros de variancia e covariancia em @ e, consequentemente, em V. Em
Natis (2000) e Raudenbush e Bryk (2002) temos uma discussao sobre os procedimentos

que serao detalhados nas proximas segoes.
2.6.1 Testes de Hipdteses para os Efeitos Fixos
Razao de Verossimilhangas (RV)

Os testes da Razao de Verossimilhangas (RV) compreendem uma classe de testes de
hipéteses baseados na comparagao das fungoes de verossimilhanga de dois modelos (geral-
mente chamados de modelo completo e modelo reduzido, em que os parametros do modelo
reduzido constituem um subconjunto dos parametros do modelo completo), uma vez de-
finidas as hipoteses a serem testadas. Denotando por ﬁred e ﬁcomp os valores das fungoes
de verossimilhanca avaliadas nas estimativas de méaxima verossimilhanca dos parametros
para os modelos reduzido e completo respectivamente, temos que a estatistica do teste é

obtida fazendo

L A .
RV = —2log ( red ) = 2Lomp — lrea); (2.26)

comp

~ ~

em que lyeq € leomp 530 os valores dos logaritmos das funcoes de verossimilhangas dos
modelos reduzido e completo, respectivamente, avaliadas nas estimativas de méaxima ve-
rossimilhanca dos parametros. Como exemplo do uso deste teste em modelos multiniveis,

suponha que possamos particionar o vetor de parametros 3 em B = (3,', B,")!. Assim,
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caso o interesse seja testar as hipdteses

HO: /61:07
Hl: /617&07

Temos que, assintoticamente e sob a hipdtese Hp, (2.26) segue aproximadamente uma
distribuicao qui-quadrado, com o valor dos graus de liberdade dado pela diferenca entre o
numero de parametros contidos no vetor 8 e o niimero de parametros contidos em 3,. Para
a realizagao deste teste é necessario assumir que a estrutura de variancia e covariancia dos
modelos reduzido e completo sao as mesmas. Quanto ao uso das estimativas de maxima
verossimilhanga em (2.26), temos que o uso das estimativas obtidas segundo o método de
MVR néo sado apropriadas neste contexto (ver Morrell (1998), Pinheiro e Bates (2000) e
Verbeke e Molenberghs (2000)).

Testes do tipo t

Em situacoes em que o interesse é testar a significancia de um tnico parametro referente
a um efeito fixo de uma covariavel, o uso de testes do tipo t pode ser um procedimento
alternativo ao uso do teste da razao de verossimilhancas. Para um determinado parametro

Bpq contido no vetor de parametros 3, suponha que queiramos testar

Hy : ﬁpq =0,
H1 : ﬁpq 7£ 0.

Neste caso, a estatistica do teste é dada por

~

t= (2.27)

A )
€P(Bpq)
onde qu é o valor da estimativa de [3,, € eAp(qu) ¢ o valor da estimativa do erro-padrao
de qu. Embora este teste seja utilizado no contexto de modelos multiniveis, é importante
considerar o fato de que (2.27) em geral néo segue uma distribui¢ao ¢-Student exata sob a
hipétese Hy. Além disto, o nimero de graus de liberdade associado a (2.27) sob Hy nao é

igual a diferenca entre o niimero total de observagoes da variavel resposta e o niimero de
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parametros em (3 a serem estimados. Contudo, existem alguns métodos para a obtencao
de valores aproximados dos graus de liberdade a serem utilizados no teste (ver Kenward
e Roger (1997) e Satterthwaite (1946)). Um método de obtengao dos graus de liberdades

associados a estes tipos de testes serd ilustrado posteriormente.
Testes do tipo F

Testes do tipo F' podem ser utilizados para testar hipoteses lineares acerca de multiplos
parametros no vetor 3. Por exemplo, pode ser de interesse testar se alguns dos parametros
associados com determinados niveis de um fator fixo sao diferentes de zero. Em geral,

quando o interesse ¢ testar hipoteses do tipo

HQZ A,@ZO7
H,: AB+0,

em que A é uma matriz conhecida, a estatistica [’ definida por

C BAAXIVX)TIAYIAR
B p(A)

F (2.28)

segue, sob a hipotese Hj, aproximadamente uma distribui¢ao F', com graus de liberdade
do numerador igual ao posto da matriz A (p(A)), sendo p(A) dado pelo niimero de linhas
(ou colunas) linearmente independentes da matriz A. Os graus de liberdade do denomi-
nador da referida estatistica podem ser aproximados por vérios métodos (ver Verbeke e
Molenberghs (2000), Kenward e Roger (1997) e Satterthwaite (1946)). Estes métodos sao
utilizados também para a obtencao dos graus de liberdade utilizados nos testes do tipo t,
e levam em consideracao a presenca dos efeitos aleatorios e de erros correlacionados nos
modelos considerados. Diferentes métodos podem remeter a diferentes valores dos graus
de liberdade aproximados.

Nos exemplos de aplicagoes que serao apresentados a seguir, serd adotado o método
de obtengao dos graus de liberdade para os testes do tipo ¢ e do tipo F' condicionais
sugerido em Pinheiro e Bates (2000), j& implementado na fungao lme do software R. O
referido método leva em consideracao o nimero de grupos ou “clusters” pertencentes a

cada nivel dos dados, bem como o numero de parametros dos efeitos fixos pertencentes a
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cada nivel. Um parametro fixo é dito pertencente ao b-ésimo nivel do modelo se ele esta
associado a uma variavel pertencente ao b-ésimo nivel de hierarquia dos dados. No caso da
existéncia de interagao entre varidveis de diferentes niveis, o parametro associado a esta
interacao é dito pertencente ao menor nivel encontrado dentre todas as variaveis presentes
na determinada interacao. Considerando um modelo multinivel com B niveis, temos os
graus de liberdade associados aos testes do tipo t e aos testes do tipo F' condicionais (para

o calculo do denominador da estatistica do teste) calculados por
GLy = #Gry, — (#Gry .y + #Pary),

parab=1,2,..., B, em que:
#Gr, é o numero de observagoes (ou grupos) pertencentes ao b-ésimo nivel dos dados;
#Par, é o numero de parametros pertencentes ao b-ésimo nivel do modelo.

Caso haja intercepto, este é considerado como pertencente a um nivel de ordem B + 1,
tendo este nivel apenas um grupo, ou seja, adota-se #Grp,; = 1 e #Parg,, = L
Contudo, para testar a significancia deste parametro, os graus de liberdade associados
ao teste do tipo t (e ao denominador da distribuigdo F' para o teste condicional) sdo os
mesmos utilizados para testar os parametros pertencentes ao primeiro nivel do modelo,

ou seja, ¢ utilizado o valor de GL;.
2.6.2 Testes de Hipoteses para os Parametros de Variancia e Covariancia
Razao de Verossimilhangas Restritas (RVR)

Quando o interesse ¢ a realizagao de testes de hipdteses acerca dos parametros de
variancia e covariancia nos modelos normais multiniveis, é recomendavel que o teste da
razao de verossimilhancas use as estimativas de maxima verossimilhanca restrita dos re-
feridos parametros, tanto no modelo de referéncia quanto no modelo reduzido. O método
de MVR, em geral, reduz o viés das estimativas dos parametros em 6 em relagao a estas
mesmas estimativas obtidas por MV (ver Morrell (1998)). Para a realizagao deste teste é
necessario que os modelos de referéncia e reduzido apresentem o mesmo conjunto de pa-

rametros em (3. Denotando por Lg, , € Lg,,,, 0s valores das fungoes de verossimilhanca
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restrita avaliadas nas estimativas de méxima verossimilhanca restrita dos parametros para
os modelos reduzido e completo, respectivamente, temos que a estatistica do teste é dada
por

A

L R R
RVR = —2log | =t | =2(Ig.,. —Ig,.,), (2.29)

Reomp
em que [ Ryuy © [ Reomp 580 08 valores dos logaritmos das fungoes de verossimilhanga restrita
dos modelos reduzido e completo, respectivamente, avaliadas nas estimativas de maxima
verossimilhanca restrita dos parametros. Diferentemente do teste de razao de verossimi-
lhangas para os parametros em 3, a distribuigao assintética de (2.29) sob a hipétese nula
depende dos valores dos parametros de variancia e covariancia sob a referida hipotese, mais
especificamente se alguns destes valores encontram-se na fronteira do espaco paramétrico.

Quando os parametros de variancia e covariancia sob a hipotese nula nao estao na
fronteira do espago paramétrico (por exemplo, se é de interesse testar se alguma covariancia
entre efeitos aleatdrios é nula), temos que (2.29) segue assintoticamente uma distribuigao
qui-quadrado com o nimero de graus de liberdade dado pela diferenca entre o nimero
de parametros de variancia e covariancia do modelo de referéncia (modelo sob a hipdtese
alternativa) e o nimero de parametros do mesmo tipo a serem estimados no modelo
reduzido (modelo sob a hipétese nula).

Para o caso onde pelo menos um dos parametros de variancia e covariancia encontram-
se na fronteira do espago paramétrico sob a hipétese nula, o procedimento para a realizagao
do teste de Razao de Verossimilhancas Restritas sofre algumas alteragoes. Por exemplo,
no caso da existéncia de um tunico efeito aleatério no modelo e sendo de interesse testar

se este efeito aleatorio deve ser omitido, temos entao as hipdteses

Hy: 0% #0,

em que o2, é a variancia do referido efeito. Neste caso, Self e Liang (1987), Stram e
Lee (1994) e Verbeke e Molenberghs (2000) mostraram que a estatistica do teste RVR
segue assintoticamente uma distribuigao que é uma mistura de qui-quadrados x2 e x?,

ambas com peso 0.5. Aqui, Xf, representa a distribuicao qui-quadrado com p graus de
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liberdade e para p = 0 temos uma distribuicao que assume valor 0 com probabilidade
1, ou seja, uma variavel aleatoria degenerada no valor 0. Considerando o caso em que o
interesse é testar se um determinado efeito aleatorio deve ser omitido num modelo em
que existem dois efeitos aleatérios, temos que testar se a variancia do primeiro efeito é
nula, bem como a covariancia entre os dois efeitos. Assim, para este exemplo, temos que
a distribuicao assintdtica da estatistica dada em (2.29) sob a hip6tese nula é uma mistura

de qui-quadrados x? e x3, ambas com peso 0.5 (Verbeke e Molenberghs (2000)).
Testes do tipo z

Uma alternativa ao teste de Razao de Verossimilhangas Restritas para testar compo-
nentes de variancia e covariancia em modelos normais multiniveis é o uso de testes do tipo
z, conhecidos como testes Wald. Nestes testes, a estatistica z é obtida dividindo-se a es-
timativa do componente de variancia e covariancia pela estimativa do seu correspondente
erro-padrao. O valor p associado ao teste é obtido a partir da distribuicao normal padrao.
Assim, como o teste RVR, o teste de Wald é também um teste assintdtico e apresenta
propriedades indesejaveis quando o parametro a ser testado encontra-se na fronteira do es-
paco paramétrico sob a hipdtese nula. Testes deste tipo estao detalhados em Raudenbush
e Bryk (2002).

A secao seguinte trata de estratégias na construgao dos modelos multiniveis. Estas
estratégias devem atender a certos critérios que tornem as propostas de modelagem sa-
tisfatérias sob determinados aspectos, principalmente no sentido de adequabilidade do
modelo adotado para explicar o comportamento de varidveis inerentes a determinado es-

tudo. Estas estratégias sao ilustradas na préxima secao.

2.7 Estratégias na Selecao dos Modelos Multiniveis

Para a obtencao de um modelo que explique da forma mais adequada possivel os
dados inerentes a um determinado estudo, sao necessarios alguns procedimentos como, por
exemplo, a escolha da primeira proposta de modelagem. Neste contexto, um dos objetivos
iniciais é a escolha do modelo mais simples possivel que possa se adequar aos dados.
Este procedimento é conhecido na literatura como principio da parcimoénia. Existem

diversas alternativas para a escolha das estruturas das variaveis preditoras referentes aos
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efeitos fixos, bem como para a estrutura de variancia e covariancia dos erros.

O processo de selecao de modelos multiniveis, assim como de outras classes de modelos,
requer uma série de passos e de métodos de investigagao a respeito dos aspectos dos
ajustes. Sendo assim, nao existe uma estratégia que seja aplicavel a toda e qualquer
modelagem, sendo necessaria, assim, a utilizacao de uma estratégia que seja mais razoavel
para cada modelagem considerada. Em West, Welch e Galecki (2007) temos a descrigao

de dois métodos de selecao de modelos, que serao ilustrados a seguir.
2.7.1 A Estratégia “Top-Down”

Os passos aqui descritos para a construgao de modelos sao sugeridos em Verbeke e
Molenberghs (2000), no contexto de modelos mistos para dados longitudinais. Contudo,
esta estratégia pode ser utilizada em modelos multiniveis. O nome “Top-Down” é dado
pelo fato de que este procedimento consiste em iniciar com a proposta de um modelo com
o maximo de parametros dos efeitos fixos a serem considerados nos ajustes. Este método

de construcao de modelos consiste nos seguintes passos:

1. Inicie com uma estrutura bem especificada para os parametros de efeitos
fixos: este passo envolve tipicamente a adi¢cao de tantas variaveis explicativas quanto
forem possiveis em todos os niveis do modelo. Este passo tem como objetivo a
certificacao de que a variagao sistematica na variavel resposta seja bem explicada
pelas variaveis explicativas, antes da proposta de estrutura de variancia e covariancia

dos erros.

2. Selecione uma estrutura de erros aleatorios para os parametros do mo-
delo: aqui temos a inclusao dos erros aleatérios que explicam os parametros de
determinados niveis. Para os modelos multiniveis com dois niveis, neste passo sao
incluidos os erros aleatérios no nivel 2, ou seja, os erros associados aos parametros

do nivel 1.

3. Selecione uma estrutura de variancia e covariancia para os erros do nivel
1: uma vez selecionada a estrutura de variaveis explicativas e também a estrutura

de erros aleatorios que descrevem os parametros de todos os niveis do modelo, a
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variacao restante da variavel dependente é dada pelos erros do nivel 1 do modelo.

Assim, é necessario propor uma estrutura de variancia e covariancia para estes erros.

4. Reduza o modelo: este passo implica no uso de testes de hipoteses acerca dos
parametros dos efeitos fixos contidos em 3 na determinacao do conjunto de variaveis

significativas do modelo.

2.7.2 A Estratégia “Step-Up”

Uma estratégia alternativa na selecao de modelos multiniveis é conhecida como “Step-
Up”, discutida em Raudenbush e Bryk (2002) e Snijders e Bosker (1999). Os passos desta

estratégia sao descritos a seguir.

1. Inicie com um modelo de médias para o nivel 1: este passo envolve o ajuste de
um modelo apenas com os interceptos no nivel 1. Este modelo também deve incluir
os erros referentes aos referidos interceptos no nivel 2 e, caso o modelo seja proposto
com mais niveis, devem ser especificados os erros aleatorios referentes aos demais
niveis. Esta proposta permite acessar a variabilidade da variavel dependente por
meio apenas da variabilidade existente entre grupos ou “clusters”, sem considerar o

efeito de varidveis explicativas.

2. Adicione covariaveis ao nivel 1 do modelo: aqui temos a inclusao de variaveis
explicativas no primeiro nivel do modelo. A inclusao destas variaveis pode ajudar a
explicar a variabilidade da variavel dependente, que no passo anterior era explicada
apenas pela variabilidade entre grupos. Deve-se adicionar também os respectivos
erros associados aos novos parametros agora existentes para cada variavel incluida

neste passo.

3. Adicione covariaveis aos niveis superiores:neste passo, variaveis explicativas
sao adicionadas no nivel 2 para modelos com dois niveis, e no caso de modelos
com trés niveis, variaveis preditoras sao adicionadas nos niveis 2 e 3. O intuito
deste passo € explicar a variabilidade dos parametros dos niveis menores através de

varidveis incluidas nos niveis maiores.
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2.7.3 O Uso de Critérios de Informacao na Selecao de Modelos

Uma pratica comum nos procedimentos de selecao de modelos é o uso de critérios
de informacgao, uma vez que o procedimento de selecao através de testes de hipoteses
acerca dos parametros que venham a ser significativos em cada passo do processo nao
leva em consideracao a quantidade de parametros especificada em cada modelo. Sendo
assim, os critérios de informacao sao utilizados para a obtengao do modelo a ser aplicado
a um determinado estudo. Os critérios mais utilizados neste contexto sao o Critério
Informacgao de Akaike (AIC) e o Critério de Informacao Bayesiano (BIC). No
contexto de modelos mistos temos maiores detalhes sobre o uso destes critérios em Verbeke
e Molenberghs (2000). Estes critérios podem ser definidos para modelos multiniveis com

dois niveis como sendo

P
AIC = —2 {i—ZQP},
=1

o (o) 1))

em que [ é o logaritmo da fungao de verossimilhanga avaliado nas estimativas de maxima
P

verossimilhanca dos parametros, E ()p ¢ o numero total de parametros de efeitos fixos

p=1
J

do modelo e an ¢ o total de observacoes do nivel 1 considerando todos os grupos
j=1
ou “clusters” do nivel 2 do modelo. A defini¢ao dos critérios AIC e BIC para modelos

multiniveis com trés niveis é obtida de forma similar. Contudo, para modelos estimados

através do método MVR, temos

P
AIC = —2 {ZR— ZQP},

o (B0 (8)-(£0)

em que lr é o logaritmo da fungao de verossimilhanca restrita avaliado nas estimativas
de maxima verossimilhanca restrita dos parametros. Na selecao de modelos utilizando

critérios de informacao, dada a escolha de um determinado critério, o modelo selecionado
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é aquele que minimiza aquele critério. As estratégias de selecao “Top-Down” e “Step-Up”
descritas anteriormente podem ser executadas incluindo a escolha dos modelos segundo a
minimizacao do AIC, do BIC ou de outro critério de informacao.

E valido citar também que, além da utilizacao de critérios de informacao na selecao
dos modelos normais multiniveis, um procedimento alternativo ao uso destes critérios é a
realizagao de testes de hipdteses referentes aos parametros de efeitos fixos e/ou referentes

aos parametros de variancia e covariancia, em cada passo do processo de selecao.

2.8 Anadlise de Residuos

Apés a realizagao de um ajuste de modelo multinivel, é necessario realizar uma anélise
de diagnéstico, ou seja, executar uma verificagao acerca das suposi¢oes assumidas no
modelo, bem como uma investigacao a respeito de algumas caracteristicas do proprio
ajuste. Um exemplo de uma importante caracteristica a ser verificada é a eventual presenca
de sensibilidade com relacao a observagoes discrepantes. O processo de andlise de residuos,
bem como da analise de diagndstico em geral, compreende varios procedimentos.

Os métodos de diagnostico ja estao bem definidos para modelos normais lineares, bem
como para algumas outras classes de modelos, como os modelos lineares generalizados (ver,
por exemplo, Paula (2010)). Para modelos mistos com distribuigdo normal dos erros, al-
guns trabalhos referentes a métodos de diagnéstico ja foram realizados, como por exemplo
em Nobre (2003) e Nobre e Singer (2007). Em Hilden-Minton (1995) temos propostas de
técnicas de diagnéstico para modelos mistos e multiniveis. Em Raudenbush E Bryk (2002)
temos exemplos de alguns procedimentos empiricos para a analise de residuos nos modelos
normais multiniveis. Em Pires (2009) temos o desenvolvimento da andlise de influéncia
local através da curvatura normal em modelos multiniveis com distribuicao normal dos
erros.

Como no caso de modelos multiniveis existe mais de uma fonte de variagao, mais de
um tipo de residuo pode ser definido. Tais residuos podem fornecer evidéncias necessarias
para a verificacao das suposicoes assumidas nesta classe de modelos. Sendo assim, teremos
algumas definigoes de residuos utilizadas em geral nas andlises. Algumas das defini¢oes de

residuos aqui ilustradas apresentam estruturas obtidas de forma similar aquelas definidas
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para a classe de modelos mistos. Estas defini¢oes de residuos, bem como algumas impor-
tantes propriedades, podem ser encontradas em Nobre (2003), Nobre e Singer (2007) e

Hilden-Minton (1995). Assim, considerando o modelo
Y =XB+Zb + ¢,
podemos definir o residuo marginal como sendo
r=Y — X0, (2.30)

em que 3 é o BLUE (ou EBLUE) do vetor de parametros 3. E vélido notar que 7 é a

estimativa do erro marginal
r=Y-EY)=Y-XB8=12Zb+e.

Sendo assim, quando a matriz X é a propria matriz de variaveis preditoras do modelo
multinivel, o residuo aqui considerado pode ser 1til, por exemplo, para verificar a su-
posicao de linearidade entre E(Y) e as covaridveis presentes em X. Como exemplo do
uso deste residuo neste caso, Hilden-Minton (1995) sugere a constru¢ao de um grafico
de 7 contra os valores das covaridveis. B esperado que os elementos do residuo margi-
nal variem aleatoriamente em torno de zero, sob a suposicao de linearidade entre Y e as
covariaveis pertencentes a matriz X. Um grafico destes residuos contra seus respectivos
indices pode revelar indicios da presenca de observagoes discrepantes. Além disso, como
Var(r) = Var(Y) = V, o residuo dado em (2.30) pode ser 1til também na verificagdo da
estrutura de variancia e covariancia de Y. Contudo, como estes residuos podem apresentar

diferentes variancias, é conveninente utilizar os residuos marginais studentizados

Ak ij
Tr= — (2.31)
Yep(ry)
comi=1,2....,njej=12,...,J. Aqui, €p(r;;) é a estimativa do erro padrao do residuo

marginal 7;;. Definindo M = V!, e considerando que estamos utilizando o EBLUP de 3
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em (2.30), temos que
F=Y-XB=Y - X(XMX)"'X'Y =M QY,

em que Q = M — MX(X'MX)'X'M. A matriz Q é simétrica, com QM 'Q = Q e
QX = 0. Assim, temos a matriz de variancia e covariancia estimada do vetor de erros

marginais dada por

Var(#) = Var(M'QY) = M QVar(Y)QM ' = (2:32)

M QM QM =M QM .
Logo, os elementos da diagonal principal de (2.32) podem ser utilizados na obtengao dos
valores dados em (2.31).
Outro importante residuo a ser considerado é o chamado residuo condicional, defi-
nido por

e=Y—X3—17Zb, (2.33)

em que 8 é o BLUE (ou EBLUE) do vetor 3 e b é o BLUP (ou EBLUP) de b. Com relacéo
ao uso deste tipo de residuo temos algumas propostas ja sugeridas para modelos mistos.
Em Pinheiro e Bates (2000) temos a sugestao do uso dos residuos condicionais através da
construcao do grafico de € contra os valores ajustados Y e graficos dos percentis deste

mesmo residuo para verificar a suposicao de normalidade do erro condicional
e=Y —-E(Y|b) =Y - X3 —Zb.

O residuo € também pode ser utilizado para identificar observagoes discrepantes presentes
nos dados, através do grafico destes residuos contra seus respectivos indices. Similarmente
ao caso dos residuos marginais, os residuos condicionais podem apresentar diferentes va-

riancias. Sendo assim, convém utilizar os residuos condicionais studentizados

&= —2 (2.34)

MANGHI, R. F. IME-USP



ANALISE DE RESIDUOS 35

para i = 1,2,...,n; e j = 1,2,...,J, em que ép(&;) ¢ a estimativa do erro padrao do

residuo condicional €;;. Definindo
C=Vv"'4+7ZR'Z,
temos que

M=R+Z¥Z)'=R'-R'ZC'Z'R'=R (I-ZC'Z'R™),

onde I é a matriz identidade de dimensao (Z}le n;j) X (ijl n;). Por outro lado,

UZM =VZ'(R'-R'ZC'ZR ) =¥(C-Z'R'Z)C'ZR ' =
YYICTIZRT = CT'Z' R

Portanto, assumindo que em (2.33) estamos utilizando o EBLUE de 3 e o EBLUP de b,

temos que

e=Y-XB-Zb=Y - X3 - ZUWZ'M(Y — X3) =

Y -XB-2C ZR (Y -XB)=(1-2C Z'R (Y- XB) =
RM(Y — X3).

Comor =Y — X3 =M"'QY, temos que

A A

¢ = RM(Y — X3) = RMM QY = RQY.
Assim, a matriz de variancia e covariancia estimada de € é dada por
Var(é) = Var(RQY) = RQVar(Y)QR = R(QM Q)R = RQR. (2.35)

Desta forma, os termos da diagonal principal de (2.35) s@o utilizados na obtencao dos
residuos condicionais studentizados dados em (2.34).
Para a utilizacao dos residuos condicionais na verificagao da suposicao de normalidade

do vetor de erros €, Hilden-Minton (1995), Nobre (2003) e Nobre e Singer (2007) sugerem
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o uso dos residuos com confundimento minimo. A ideia é reduzir o confundimento
do residuo condicional com o vetor de efeitos aleatérios b. A partir dos referidos autores

temos que

¢ = RQe-+RQZb;
o= [I-XX'MX)"'X'M]r = [I - X(X'MX)"'X'M|(Zb + €).

De acordo com Hilden-Minton (1995), a capacidade de avaliagao da normalidade de € a
partir de € diminui quando Var(RQZb) cresce com relagao a Var(RQe). Considerando
os vetores U;, [ = 1,2,..., Z}]:1 n;, em que U; representa a [-ésima coluna da matriz
identidade I de dimensao (ijl nj) X (Z}]:1 n;), o autor define a razao de confundimento

do residuo ¢ = U,;'€ como sendo

RO U/'RQZYZ'QRU, . U,'RQRQRU;,
“  U'RQRU, U/'RQRU,

Temos que RCe, ¢ um valor entre 0 e 1. Quando RC,, = 0, o residuo ¢ nao apresenta
confudimento. Neste caso, é dito que o residuo é puro. A ideia é minimizar a fracao de
confundimento, ou seja, para um vetor a; representando a [-ésima coluna de uma matriz A,
0 objetivo é encontrar A tal que A€ apresente confundimento minimo. Isto é equivalente

a maximizar cada uma das quantidades

'‘RQRQR
\ = W RQRQRa;, (2.36)
altRQRal
para [ = 1,2,.. -723']:1 n;. Este ¢ um problema de autovalores e autovetores envol-

vendo matrizes semipositivas definidas. Nosso interesse restringe-se as condicoes de que
A~ J ~ . . ~ .

Var(a,'¢) > 0, para l = 1,2,... 72;‘:1 n;. Entdo, a maximizagdo da quantidade (2.36)

deve ser restrita as condicoes

altRQRal > 0,

paral=1,2,... ,ijl n;. Desde que a matriz R é geralmente de posto completo (sendo
também diagonal), o interesse é o espago nao nulo gerado pelas colunas da matriz Q.

Assumindo que o posto da matriz Q é dado por (Z‘j]:l nj)— 2521 Qp, em que 25:1 Qpéo
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numero de parametros dos efeitos fixos do modelo, sao obtidas uma matriz B de dimensao

<Z}]:1 n;) X [(Z}; nj) — 25:1 ()p] € uma matriz diagonal A de dimensao [(Zj:1 n;) —
P J P .

Zp:l Qp] X [(Zj:l nj) - szl Qp] tals que

R:QR: = BAB',

em que B'B = I, sendo I a matriz identidade de dimensao (2521 Qp) X (2521 Qp)-

Fazendo
a; = R_%BAié’Ul
para vetores quaisquer v;, [ = 1,2,..., (Z;}:l n;) — 2521 ()p, obtemos
’UltACLl
N=—F
a;a;

Este problema é resolvido, entao, tomando v; = U;, [ = 1,2,..., (Ejzl nj) — Ele Qp-
Desta forma, ordenando os termos em A da formal > A > X\ > ... > /\( T n)-sP 0 >
j=1"% p=1 %P

0, obtemos que

a;=R?BA7U, = %R—%BUZ _ LR
em que B; é a [-ésima coluna da matriz B, paral=1,2,..., (Z}]:1 n;) _211;1 Q),. Hilden-
Minton (1995) mostra que o residuo a;'€ apresenta fracao de confundimento 1 — \;, para
[=1,2,..., (ijl n;) — Z;I::1 ()p, sendo estes residuos nao correlacionados entre si. Estes
residuos sao entao os residuos com confundimento minimo, utilizados para verificacao da
suposi¢ao de normalidade do vetor de erros €.

Os BLUP’s ou EBLUP’s também podem ser utilizados nas andlise de diagndstico. As

matrizes de variancia e covariancia estimadas dos BLUP’s sao dadas por

Var(by) = W,2, [V, =V, ' X;(X'V X)X,V | 2,85, (2.37)
para j = 1,2,...,J. Desta forma, os elementos da diagonal principal de (2.37) podem ser
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utilizados na obtencao dos preditores lineares studentizados

e bis
ii =
ep(bi;)
para i = 1,2,...,n;ej=1,2,...,J, onde éf)(lsm) ¢ a estimativa do erro padrao de l;,J

Contudo, como citado em Laird e Ware (1982), a variancia dada em (2.37) nao considera

a variacao existente em b;. Assim, é mais recomendado utilizar

— A

Var(bj — b]) = \i’] — \iIJZJt [Vﬁ

J

VX XIVOX) TRV | 2, (2.38)
para j =1,2,...,J. As equagbes (2.37) e (2.38) sao casos particulares das férmulas mais
gerais dadas em Harville (1976). Um gréfico dos preditores lineares studentizados contra
seus respectivos indices pode dar indicios da existéncia de efeitos aleatérios desproporci-
onais em relacao aos demais num determinado grupo.

No intuito de detectar grupos ou “clusters” atipicos em relagao aos demais, existe a

proposta do uso das distancias de Mahalanobis dadas por
uj = (Y; = X;8)'V; (Y - X;8),

para j = 1,2,...,J. Sob o modelo dado em (2.12), temos que u; segue uma distribui-
¢ao qui-quadrado com n; graus de liberdade (ver Little (1988), Lange, Little e Taylor
(1989) e Copt e Victoria-Feser (2006)). Sendo assim, a construgao de um gréfico dos va-
lores estimados dos u;’s contra seus respectivos indices pode servir para detectar grupos
discrepantes.

Waternaux, Laird e Ware (1989) propoem utilizar as distancias de Mahalanobis

dos BLUP’s
At—— ~ ~
¢ = b;Var(b; — b;)b;,
para j = 1,2,...,J na identificagao de grupos ou “clusters” discrepantes, no que diz

respeito aos efeitos aleatdérios. Sob a hipdtese de que o modelo estd bem especificado, temos

que (; segue aproximadamente uma distribuicao qui-quadrado com P graus de liberdade,
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para ijl n; suficientemente grande e n; fixado, para j = 1,2,...,J. Para a verificagao
da suposicao de normalidade dos efeitos aleatérios em b, pode ser construido um grafico
de percentis empiricos a partir dos BLUP’s ou EBLUP’s studentizados, utilizando os
percentis tedricos da distribuicao normal, no intuito de observar possiveis afastamentos
de b com relacao a distribuicao citada.

Os residuos studentizados marginais e condicionais, bem como os residuos com con-
fundimento minimo e os BLUP’s ou EBLUP’s studentizados podem, ainda, ser utilizados
para a construcao de um tipo de banda de confianga através de simulac¢oes, denominada
de envelope (ver Atkinson (1985)), no intuito de verificar se a distribui¢ao dos erros (bem
como dos efeitos aleatérios) estd bem especificada, mesmo que para os casos dos residuos
marginais e condicionais possa existir confundimento. Uma proposta é a analise dos resi-
duos levando em consideragao também o comportamento dos preditores lineares dados em
(2.24). A construcao da banda de confianga simulada implica na simulagao de varidveis
aleatorias com distribuicao obtida a partir da distribuicao da varidvel resposta utilizada no
ajuste do modelo, tomando como valores dos parametros as estimativas obtidas no ajuste
original. Assim sao obtidos novos residuos a partir do ajuste destas varidveis simuladas,
considerando o mesmo grupo de variaveis explicativas do modelo original. Os passos para
a obtencao da banda de confianca simulada com aproximadamente 95% de confianca para
os residuos marginais studentizados em um modelo normal multinivel com dois niveis sao

0s seguintes:

Passo 1: é gerado um vetor y a partir da distribuicao Y ~ NZJ (X,@, V),

j=1"T

Passo 2: o modelo é ajustado com a variavel resposta gerada y e as mesmas variaveis

explicativas do modelo original;

Passo 3: sao obtidos os residuos marginais padronizados 73, ¢ = 1,2,...,n;,j = 1,2,..., J;

Passo 4: os passos 1, 2 e 3 sao repetidos L vezes, obtendo assim os residuos marginais

studentizados 77, para ¢ = 1,2,...,n;, j=1,2,..., Jel=1,2,... L;

Passo 5: cada um dos L vetores de residuos é ordenado em ordem crescente, obtendo os

residuos ordenados f{k)l, para k=1,2,... 72}']:1 njel=12,...,1L;
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Passo 6: sao obtidos os percentis empiricos de ordem 0.025 e 0.975 a partir de cada vetor

A%

de residuos 7 ;) = (r(k,)l, Py - - ,fz‘k)L)t, para k =1,2,..., Z;f:l nj, denotados por

o *

T(k)0.025 € T'(k)0.975°

Desta forma, os limites correspondentes ao residuo de ordem (k) sao dados por ﬁk)o.(m e
f?k)o.975' Para a construcao de bandas de confianca para os residuos condicionais, residuos
com confundimento minimo ou preditores lineares, os passos de execucao necessarios sao

similares.

2.9 Aplicacoes

Neste capitulo sao desenvolvidos dois exemplos de aplicagao dos modelos multiniveis.
O primeiro exemplo considera uma andlise envolvendo a aplicagao de modelos multiniveis
com dois niveis e o segundo exemplo trata de modelos multiniveis com trés niveis. No
primeiro caso, as unidades em anélise (nivel 1) estao agrupadas em unidades (ou “clusters”)
selecionadas aleatoriamente (nivel 2). No segundo caso, temos que as unidades em anélise
(nivel 1) estao agrupadas em unidades selecionadas aleatoriamente (nivel 2) que, por sua
vez, estao agrupadas em unidades também selecionadas aleatoriamente (unidades que

formam o nivel 3).
2.9.1 Aplicacao 1 - Experimento com Ratos
Descrigao do Estudo

Os dados utilizados neste exemplo de aplicagao de modelos multiniveis podem ser en-
contrados em Pinheiro e Bates (2000). O banco de dados remete a um estudo em que
30 ratos femeas foram aleatoriamente designados a receber uma das trés dosagens (baixa,
alta e controle) de um composto experimental. O objetivo do estudo foi comparar os pesos
dos ratos recém nascidos nas respectivas ninhadas que receberam as dosagens alta e baixa
com os pesos dos ratos recém nascidos cujas ninhadas receberam o tratamento controle.
Enquanto 10 ratos femeas foram aleatorizados a receber um dos trés tratamentos, trés
fémeas que receberam a dosagem alta morreram, assim para estes casos as ninhadas nao
apresentaram dados. Além disso, o nimero de ratos nascidos em cada ninhada apresen-

taram grande variagao, sendo o minimo de 2 e o maximo de 18 ratos. Este ¢ um estudo
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desbalanceado, pois tanto o nimero de ninhadas por tratamento quanto o niimero de ratos
recém nascidos por ninhada nao é constante para os trés tratamentos considerados.
Estes dados apresentam dois niveis de hierarquia, pois cada rato fémea foi aleatorizado
a receber um dos trés tratamentos, sendo os ratos nascidos dessas fémeas pertecendo a
somente uma ninhada remetente a determinada fémea (“cluster”). Dizemos entdao que
neste caso, os ratos filhotes (que constituem as unidades do nivel 1) estdo “aninhados”
nas unidades do nivel 2 (ninhadas ou fémeas consideradas no estudo). Pesos de ratos
recém nascidos provenientes de uma mesma ninhada podem apresentar correlagao devido
ao parentesco destes com relacao a fémea que gerou a ninhada. Sendo assim, pode ser
razoavel considerar um efeito aleatério para cada ninhada, assim como efeitos fixos para
analisar as variagoes entre tratamentos. Considerando as 27 ninhadas temos um total de

322 ratos filhotes considerados neste exemplo.
Analises Iniciais
Na Tabela 2.1 temos uma amostra do banco de dados utilizado na modelagem multi-

nivel dos dados referente ao experimento com ratos.

Tabela 2.1: Amostra do banco de dados referente ao experimento com ratos.

Nivel 1 Nivel 2
Ident. Var. Dependente Covaridvel Ident. Covariavel Covariavel
PUP_ID WEIGHT SEX LITTER TREATMENT LITSIZE
1 6,60 Male 1 Control 12
2 7,40 Male 1 Control 12
3 7,15 Male 1 Control 12
4 7,24 Male 1 Control 12
9 6,95 Female 1 Control 12
10 6,29 Female 1 Control 12
132 5,65 Male 11 Low 16
133 5,78 Male 11 Low 16
258 5,09 Male 21 High 14
259 5,57 Male 21 High 14
260 5,69 Male 21 High 14

Em seguida, através da Tabela 2.2 podemos obter as descrigoes das variaveis presentes
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no banco de dados utilizado neste exemplo de aplicacao.

Tabela 2.2: Descrigoes das variaveis consideradas no experimento com ratos.

Variaveis do nivel 1 (Ratos)

PUP ID: numero de identificacao do rato recém nascido;

WEIGHT: peso (em gramas) do rato recém nascido
(variavel dependente);

SEX: sexo do rato recém nascido.

Varidveis do nivel 2 (Ninhadas)

LITTER: numero de identificacao da ninhada;

TREATMENT: dosagem do composto experimental aleatorizado
para cada ninhada (controle, baixa e alta);

LITSIZE: tamanho da ninhada (isto é, nimero de ratos
recém nascidos observados na ninhada);

A Tabela 2.3 contém as medidas descritivas do peso dos ratos filhotes por tratamento
e sexo. Tanto para individuos do sexo masculino quanto para individuos do sexo feminino
temos o peso médio maior para o grupo controle em relagao as dosagens alta e baixa.
O maior peso registrado foi de 8,33g, para um filhote do sexo masculino pertencente a
uma ninhada que recebeu a dosagem controle do composto. O menor valor dos pesos
registrados foi de 3,68g, para um filhote do sexo feminino pertencente a uma ninhada que
também recebeu a dosagem controle do tratamento.

Através da Figura 2.1 pode-se perceber que os valores medianos dos pesos dos ratos
recém nascidos sao maiores para os machos que para as fémeas nas ninhadas que rece-
beram a dosagem controle e baixa, porém para ninhadas que receberam dosagem alta do
complexo experimental, o valor mediano dos pesos dos machos ¢ ligeiramente menor que
esta mesma medida para os ratos filhotes do sexo feminino. Existem pontos discrepan-
tes para todas as dosagens consideradas, assim como para os sexos masculino e feminino
considerando as trés dosagens do complexo.

Considerando o tamanho das ninhadas (ou seja, o niimero de ratos nascidos a partir de
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Tabela 2.3: Medidas descritivas dos pesos dos ratos por sexo e tratamento.

Sexo Masculino
Medidas
Dosagem | Minimo 1° quartil Mediana Média 3° quartil Méximo Desvio
Controle | 4,5700 6, 0600 6,4100 6,4710  6,9400 8,3300 0,7540
Baixa 5, 2500 5, 7500 6,0000 6,0250  6,2400 7,1300 0, 3800
Alta 5,0100 5, 3600 5,6900 5,9180  6,2900 7,7000 0,6910
Sexo Feminino
Medidas
Dosagem | Minimo 1° quartil Mediana Média 3° quartil Méximo Desvio
Controle | 3,6800 5, 8220 6,1750 6,1160  6,4480 7,5700  0,6860
Baixa 4, 7500 5,6000 5,8400 5,8380  6,1100 7,7300 0,4500

Alta 4, 4800 5,4150 5,7600 5,8520  6,2400 7,6800 0,6000
Dosagem controle Dosagem baixa Dosagem alta
) 2 p 2
’ o T
- o ~ I
~ ! ~ - !
n © '
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Figura 2.1: Graficos de box-plot dos pesos dos ratos segundo o sexo para cada dosagem.

cada uma das 27 fémeas), temos a partir da Figura 2.2 que o valor mediano dos pesos dos
filhotes decresce a medida em que cresce o nimero de filhotes na ninhada, com excecao dos
filhotes do sexo masculino provenientes de ninhadas pertencentes ao grupo que receberam

baixa dosagem do composto experimental.
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Modelagem

Para o uso de modelos normais multiniveis para esta aplicacao, foi utilizada a estratégia
“Top-Down” de selecao de modelos, ou seja, aquela que considera inicialmente o niimero
maximo de efeitos fixos a serem considerados nos ajustes, descrita na Secao 2.7.1. A
sequéncia de passos seguidos nesta selecao estao descritos em West, Welch e Galecki

(2007). Sendo assim, temos o modelo selecionado dado por

Equacao do Nivel 1:

WEIGHT; = 71 + 72;SEX1,; + €;5;

Equagoes do Nivel 2: (2.39)
i = Bu1 + B TREAT1; + S5 TREAT2; + B, LITSIZE; + by;:

Yoj = Ba1 + by,

com¢=1,2,....,n;ej=12...,27, em que n; ¢ o numero de filhotes pertencentes a
j-ésima ninhada, num total de J = 27 ninhadas. As variaveis SEX1, TREAT1 e TREAT?2
sao obtidas a partir das variaveis SEX e TREATMENT, fazendo

1, se o i-ésimo filhote da j-ésima ninhada é fémea,
0, se o i-ésimo filhote da j-ésima ninhada é macho,

1, se a j-ésima ninhada recebeu dosagem alta do tratamento,
TREAT1, =

0, caso contrario,

1, se a j-ésima ninhada recebeu dosagem baixa do tratamento,
TREAT2; =

0, caso contrario.

A quantidade LITSIZE; é o tamanho (ntmero de filhotes) da j-ésima ninhada. Na primeira
equagao, referente ao nivel 1 do modelo, temos WEIGHT;; representando o peso do -
ésimo filhote pertencente a j-ésima ninhada, 7;; o intercepto para a j-ésima ninhada,

72; 0 parametro associado ao sexo dos filhotes pertencentes a j-ésima ninhada e um erro
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aleatdrio ¢;; associdado ao referido peso. E assumido que

N(0,0%), se a j-ésima ninhada recebeu a dosagem controle do tratamento;
€ij ~§ N(0,0%;), sea j-ésima ninhada recebeu a dosagem alta ou baixa

do tratamento,

com os €;’s independentes entre si. Esta suposicao foi adotada de acordo com o modelo
selecionado em West, Welch e Galecki (2007). Em um dos passos da sele¢do do modelo,
estes autores testaram a hipdtese de que as variancias dos pesos dos filhotes cujas ninha-
das receberam dosagens alta ou baixa do tratamento sao iguais, sendo ainda o valor desta
variancia estatisticamente diferente daquela considerada para ninhadas que receberam o
tratamento controle. Na segunda equacao, referente ao nivel 2 do modelo, temos os para-
metros Si1, B2, Bis € B4, sendo o primeiro a média geral dos interceptos 7;; para ninhadas
que nao contém filhotes (LITSIZE; = 0) e que receberam o tratamento controle, o segundo
representando o efeito no intercepto 7; se a j-ésima ninhada recebeu a dosagem alta do
composto, o terceiro represetando o efeito em 7;; se a j-ésima ninhada foi submetida a
dosagem baixa do tratamento e o quarto sendo o parametro associado ao tamanho da
ninhada. Temos ainda, nesta equagao, um efeito aleatério relacionado a 7;;, denotado por
by, para j = 1,2,...,27. Assume-se que by; ~ N(0,0%), sendo os by;’s indepentendes ente
si e independentes dos erros ¢€;;, para todo i = 1,2,...,n; e 7 = 1,2,...,27. Na terceira
equacao, também referente ao nivel 2, assume-se bg; = 0 (ou seja, ndo hé efeito aleatério
para o parametro v,;). Sendo assim, o parametro [, indica que o efeito da varidvel SEX1
no peso médio dos ratos é o mesmo para todas as ninhadas.

O modelo (2.39) pode, ainda, ser expresso na forma

WEIGHT,; = f11 + S1sTREAT1, + S5 TREAT2; + S, LITSIZE, +
ﬁzlsEXL‘j + blj + Eij;

(2.40)

parai=1,2,...,n;ej=1,2...,27. Segundo o modelo como dado em (2.40) podemos
dizer que (17 é o intercepto do modelo, 515 é o efeito fixo no valor esperado dos pesos dos

ratos para ninhadas que receberam a dosagem alta do tratamento, (i3 é o efeito fixo no
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peso esperado dos ratos para ninhadas que receberam a dosagem baixa do tratamento, (514
é o efeito fixo do tamanhos das ninhadas nos pesos esperados dos ratos e 51 € o efeito fixo
nos pesos esperados dos ratos féemeas. Temos, ainda, que os by;’s sao os efeitos aleatérios
das ninhadas nos pesos dos ratos e os ¢;;’s sao os erros aleatérios associados aos valores
dos respectivos pesos dos filhotes considerados no experimento.

A notagao matricial do modelo (2.39) para a j-ésima ninhada é, portanto, dada por

Y; = (WEIGHT,;, WEIGHT;, ..., WEIGHT,;)!, _;
1 SEX1y Ty SEXIy
]_ SEXlQJ le O le SEX].2]
Zj=| T, = X =2iTj=| . !
: : 0 Ty : '
2x5
| 1 SEXL,, | | Ty SEXLy; |

em que Ty; = (1, TREAT1;, TREAT2;, LITSIZE;), ,, Toj = 1, 7v; = (Y15, 725) 91> €5 =
(Elj, €255+, Enjj)tnjxl7 B = (511, Pz, 51375147521)t5xl € bj = (blj; 0)t2X1-

As estimativas dos parametros obtidas pelos métodos de maxima verossimilhanca e
maxima verossimilhanca restrita sao apresentados na Tabela 2.4. Para um nivel de signi-
ficancia de, por exemplo, 5%, todos os efeitos fixos sao marginalmente significativos pelos
testes do tipo t, através dos dois métodos de estimacao. As estimativas dos parametros dos
efeitos fixos obtidas por MV e MVR apresentaram valores proximos para cada parametro.
Com relacao as estimativas dos erros padrao das estimativas, os valores obtidos via MVR
sao maiores em relagao aqueles obtidos via MV, com excecao dos valores obtidos para a
estimativa do parametro (»1. Neste caso, o valor estimado do erro padrao da estimativa
deste parametro via MV ¢é maior (0,0422) que esta mesma estimativa obtida via MVR
(0,0420). Considerando cada parametro de variancia e covariancia, temos que as estima-
tivas de maxima verossimilhanca sao menores do que estas mesmas estimativas obtidas
por MVR.

Interpretando as estimativas obtidas por maxima verossimilhanga, temos que a estima-
tiva do intercepto é de 8,3280g. Fixados o tamanho da ninhada e o sexo dos ratos filhotes

temos que, com relagao aos ratos que receberam a dosagem controle do tratamento, o
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peso dos ratos que receberam a dosagem alta é, em média, 0,8648g menor, enquanto que
o peso dos ratos que receberam a dosagem baixa do tratamento é, em média, 0,4344g
menor em relagao aos ratos submetidos a dosagem controle. Considerando o tamanho da
ninhada, temos que o peso dos ratos diminui, em média, 0,1307g com o aumento de uma
unidade no ntmero de ratos recém nascidos na ninhada, fixados o sexo dos ratos filhotes
e o tipo de tratamento aplicado & ninhada. Com relacao ao peso dos machos, o peso de
ratos recém nascidos femeas é, em média, 0,3419¢ menor, fixados o tipo de tratamento e
o tamanho da ninhada. A interpretagao das estimativas dos parametros obtidas via MVR

é realizada de forma similar a esta aqui detalhada.

Tabela 2.4: Estimativas dos parametros do modelo (2.39).

MV
Parametro Estimativa FErro padrao G.I.  Valort Valor p
B11 8, 3280 0,2593 294 32,1197 < 0,001
B2 —0, 8648 0,1715 23 —5,0429 < 0,001
B3 —0,4344 0,1424 23 —3,0500  0,0057
B4 —0, 1307 0,0175 23 —7,4646 < 0,001
Bo1 —0, 3419 0,0422 294 —8,0949 < 0,001
o3 0,0832 0,0265 — — —
o2, 0,2639 0,0339 — — —
o4y 0,0913 0,0098 — — —
MVR
Parametro Estimativa FErro padrao G.I.  Valort Valor p
P11 8, 3276 0,2741 294 30,3851 < 0,001
B2 —0, 8623 0, 1829 23 —4,7136 < 0,001
Bi3 —0,4337 0,1523 23 —2,8481  0,0091
B4 —0, 1307 0,0186 23 —7,0440 < 0,001
Ba1 —0,3434 0,0420 294 —8,1685 < 0,001
o3 0,0990 — — — —
o2, 0,2646 — — — —
o 0,0918 - - = =

Utilizando as estimativas de 0%, 02 e 0%; podemos definir dois coeficientes de corre-

lacao intraclasse, que dependem do tratamento aplicado em cada ninhada. Considerando

as estimativas de maxima verossimilhanca dos componentes de variancia e covariancia
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citados, temos que os coeficientes de correlacao intraclasse sao estimados por

; 52 0,0832
ICCe = 55 = ’ = 0,2397;
762462 0,0832+0,2639
; 52 0,0832
1CCy, = =5 : — 0, 4768,

6% +62,  0,0832+0,0913

em que [ICCgo é o coeficiente de correlacao intraclasse para as ninhadas que receberam
tratamento controle e ICCy, é o ICC para ninhadas que receberam as dosagens alta ou
baixa do composto experimental. Desta forma, temos que a correlacao intraclasse entre
individuos de uma ninhada que recebeu dosagem controle do composto experimental é de
0,2397, menor que este mesmo coeficiente para ratos recém nascidos presentes em ninha-
das que receberam as dosagens alta ou baixa do tratamento (assumindo valor 0,4768). Os
mesmos coeficientes podem ser calculados a partir das estimativas de maxima verossimi-

lhanca restrita. Assim, temos

; 52 0,0990
ICCo = 5 = i =0, 2723;
7624462 0,0990 40,2646 77
; 52 0,0990
1CCy, = ——2N ’ —0,5189.

62+ 6%, 0,0990 + 0,0918

Utilizando as estimativas dos parametros de variancia e covariancia via MVR temos que
a correlacao entre individuos de uma ninhada que recebeu dosagem controle do composto
experimental é menor para ratos recém nascidos presentes em ninhadas que receberam as
dosagens alta ou baixa do tratamento. O ICC para individuos provenientes de ninhadas
que receberam a dosagem controle é de 00,2723, enquanto que este mesmo coeficiente
para ratos filhotes provenientes de ninhadas que receberam as dosagens alta ou baixa é
de 0,5189. Note que, considerando os tratamentos, os ICCs obtidos via estimativas de
maxima verossimilhanca sao menores que aquelas mesmas quantidades obtidas a partir
das estimativas de maxima verossimilhanca restrita. Isto pode ser ocasionado pelo fato
de que as estimativas dos parametros de variancia e covariancia obtidas via MV sao

possivelmente mais viesadas do que aquelas mesmas estimativas obtidas por MVR.
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Andlise de Residuos

A partir do ajuste via MV do modelo (2.39), alguns graficos podem ser construidos
para verificagao das suposicoes assumidas, bem como para algumas analises de importantes
caracteristicas do ajuste propriamente dito. Na Figura 2.3 temos os graficos dos residuos
marginais e condicionais studentizados. Note que o individuo 66 pertencente a ninhada
6 apresenta valor discrepante destes dois residuos em relacao aos demais valores. Este
filhote apresentou peso de 3,68g (o menor peso dentre todos os filhotes, como citado
anteriormente), é do sexo feminino e a ninhada a qual ele pertencia recebeu o tratamento
controle. A existéncia deste ponto discrepante para os gréaficos dos residuos condicional
e marginal pode ser um indicio de que o modelo esta mal ajustado para esta observacao
ou, ainda, que a ninhada 6 apresenta valores dos pesos dos ratos discrepantes em relagao
a estas mesmas medidas para as outras ninhadas.

No grafico da Figura 2.4, os pontos representam as estimativas das distancias de Maha-
lanobis para os vetores de pesos em cada ninhada e as extremidades superiores dos seg-
mentos de retas representam os valores dos percentis 0,95 de distribuigoes qui-quadrado
com n; graus de liberdade, para j = 1,2,...,27. Sob o modelo (2.39) as distancias de
Mahalanobis seguem uma distribuigao qui-quadrado com os mesmos graus de liberdade
citados. Assim, pontos acima das extremidades superiores dos respectivos segmentos de
retas podem indicar ninhadas discrepantes em relacao as demais. Pode ser notado que
as ninhadas 5, 6 e 18 apresentam valores das distancias de Mahalanobis muito altas em
relacao aos percentis das distribuigoes qui-quadrado respectivas, sendo assim os conjuntos
de valores dos pesos dos ratos para estas ninhadas podem ser considerados aberrantes em
relacao aos pesos dos ratos presentes nas demais ninhadas consideradas no estudo. Os
pesos médios dos ratos para estas ninhadas sao 6,89g, 6,97g e 6,14g, respectivamente. As
ninhadas 5 e 6 receberam a dosagem controle do composto experimental, enquanto que a
ninhada 18 foi submetia a dosagem baixa do tratamento.

Como no modelo (2.39) hé apenas um efeito aleatério por ninhada, a raiz quadrada
da distancia de Mahalanobis para este efeito segue uma distribuicao normal padrao sob

a validade do respectivo modelo. A estimativa desta medida é equivalente ao preditor
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linear studentizado. Sendo assim, na Figura 2.5 temos os valores dos preditores lineares
studentizados para cada ninhada. Estes valores podem ser comparados com os percentis
da distribuicao normal padrao. Valores acima de 2 ou abaixo de -2 sao considerados
aberrantes em relacao aos demais. Assim, temos que as ninhadas 7, 9,..., 22 sdo aberrantes
considerando seus respectivos efeitos aleatorios.

A partir da Figura 2.6 podemos observar que, considerando o grafico normal de pro-
babilidades com envelope gerado para os residuos marginais studentizados, hé indicios de
que a suposicao de normalidade dos erros € satisfeita, uma vez que a maioria dos pontos
encontra-se dentro da banda de confianca simulada. Existe um ponto discrepante em rela-
¢ao aos demais, possivelmente referente ao rato 66 da ninhada 6. Considerando o gréafico
normal de probabilidades com envelope gerado para os residuos condicionais studentiza-
dos, temos que a maioria dos pontos nao se encontra dentro da banda de confianca, sendo
assim ha indicios de que a suposicao de normalidade dos erros do modelo considerado nao
é satisfeita.

Considerando o grafico da Figura 2.7, temos que a suposicao de normalidade dos efeitos
aleatérios parece ser atendida, uma vez que todos os pontos encontram-se dispostos dentro
da banda de confianca simulada.

Conforme a Figura 2.8 temos que os erros em € no modelo (2.39) nao se afastam
de uma distribuicao normal, pois a maioria dos pontos encontra-se dentro da banda de
confianca simulada.

Segundo as andlises dos residuos aqui desenvolvidas, a suposicao de normalidade dos
erros e efeitos aleatorios parece que em geral foi atendida. Contudo, foram identificadas
ninhadas discrepantes que podem estar influenciando de forma desproporcional as esti-
mativas dos parametros. Uma verificacao mais detalhada destes possiveis problemas pode

ser realizada através de outras técnicas de andlise.
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Figura 2.2: Gréaficos de box-plot dos pesos dos ratos por tamanho da ninhada (machos (a)
e fémeas (b)).
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residuo marginal studentizado
-2
residuo condicional studentizado
-2
L]

-4
L
-4
1

66:6

T T T T T T T T T T T T T T
0 50 100 150 200 250 300 0 50 100 150 200 250 300

indice indice

Figura 2.3: Residuos marginais e condicionais studentizados referentes ao modelo normal
ajustado aos dados do experimento com ratos.
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Figura 2.4: Estimativas das distancias de Mahalanobis para as ninhadas e percentis 0,95 da
distribuicao qui-quadrado referentes ao modelo normal ajustado aos dados do experimento
com ratos.
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Figura 2.5: Preditores lineares studentizados referentes ao modelo normal ajustado aos

dados do experimento com ratos.
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Figura 2.6: Graficos normais de probabilidades com
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marginais e condicionais studentizados referentes ao modelo normal ajustado aos dados

do experimento com ratos.
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preditor linear studentizado

percentis da N(0,1)

Figura 2.7: Gréafico normal de probabilidades com envelope gerado para os preditores
lineares studentizados referentes ao modelo normal ajustado aos dados do experimento
com ratos.
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Figura 2.8: Gréfico normal de probabilidades com envelope gerado para os residuos con-
dicionais com confundimento minimo referentes ao modelo normal ajustado aos dados do
experimento com ratos.
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2.9.2 Aplicacao 2 - Estudo Educacional
Descricao do Estudo

O Estudo de Melhoria Instrucional (Study of Instructional Improvement, Hill, Rowan
e Ball (2005)) foi realizado por pesquisadores da Universidade de Michigan, nos Estados
Unidos, no intuito de investigar os escores de matematica de estudantes da primeira e ter-
ceira séries selecionados aleatoriamente em uma amostra aleatéria de classes, pertencentes
a uma amostra aleatoria de escolas. Neste exemplo, temos 1190 estudantes do primeiro
grau amostrados a partir de 312 classes, também amostradas a partir de uma amostra de
107 escolas. O estudo resulta em um conjunto de dados em trés niveis, em que os estu-
dantes (nivel 1) estao distribiidos em classes (nivel 2) que, por sua vez, estao distribuidas
em escolas (nivel 3). O objetivo neste exemplo é investigar a contribuigao de varidveis
dos niveis 1 (alunos), 2 (classes) e 3 (escolas) na diferenga entre escores em matemética
registrados no inicio do jardim de infancia e no inicio do primeiro grau para cada um dos

alunos selecionados.
Analises Iniciais
Na Tabela 2.5 temos uma amostra do banco de dados utilizado na modelagem referente

ao estudo educacional, com apenas algumas das variaveis presentes nesta ilustracgao.

Tabela 2.5: Amostra do banco de dados referente ao estudo educacional.

Nivel 1 Nivel 2 Nivel 3
Ident. Var. Depend. Ident. Covariavel Ident. Covariavel
CHILDID MATHGAIN | CLASSID YEARSTEA | SCHOOLID HOUSEPOV
1 32 160 1 1 0,082
2 109 160 1 1 0,082
3 56 160 1 1 0,082
4 83 217 2 1 0,082
5 53 217 2 1 0,082
6 65 217 2 1 0,082
7 51 217 2 1 0,082
8 66 217 2 1 0,082
9 88 217 2 1 0,082
10 -7 217 2 1 0,082

Em seguida, através da Tabela 2.6 podemos obter as descrigoes das variaveis presentes
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no banco de dados utilizado nesta aplicacao.

Considerando a Tabela 2.7 temos que o ganho médio no escore dos alunos é de 57,57,
préximo do valor mediano para esta mesma variavel, que é de 56,00. Ja o valor médio do
escore no jardim de infancia é alto (assumindo valor de 466,70) com relagao a esta mesma
medida considerada para o ganho no escore. Existe pelo menos um professor com menos
de um ano de experiéncia em ensino, bem como pelo menos um professor com 40 anos de
experiéncia.

De acordo com a Figura 2.9, nota-se que ha uma relagao aproximadamente linear entre
o0s escores em matematica dos alunos registrados no jardim de infancia e o ganho no escore
da respectiva disciplina em relagao ao primeiro grau. A medida que os valores dos escores

no jardim de infancia crescem, os ganhos nos escores decrescem.

200
|
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|

ganho no escore

-100

I I I I I I I
300 350 400 450 500 550 600

escore em matematica

Figura 2.9: Grafico de dispersao bidimensional entre os escores de matemética no jardim
de infancia e os ganhos nos escores dos alunos.

Considerando o grafico da Figura 2.10 nao hé evidéncias de relacao linear entre os
status socioeconomicos dos alunos e seus respectivos ganhos nos escores de matematica.
Os valores medianos dos ganhos nos escores sao praticamente iguais para meninos e
meninas, com alguns valores discrepantes nestes dois grupos, como pode ser visto nos

graficos da Figura 2.11. O mesmo pode ser dito em relagao aos valores medianos dos
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Figura 2.10: Grafico de dispersao bidimensional entre os escores de matematica no jardim
de infancia e os status socioeconomicos dos alunos.

escores segundo a maioridade dos alunos, como pode ser verificado a partir dos gréaficos de
box-plot da Figura 2.12. Nota-se também a partir destes graficos que existem indicios de
uma pequena assimetria a direita nos ganhos nos escores segundo as variaveis explicativas
consideradas.

Segundo a preparagao em matematica dos professores, ou seja, o nimero de conteudos
dominados nesta adrea ou em areas afins, temos que os valores medianos dos ganhos nos
escores dos alunos segundo diferentes valores da varidvel MATHPREP nao apresentam
grandes diferencas, havendo valores discrepantes de ganhos nos escores para a maioria
dos valores da preparacdo em matematica dos docentes (consequentemente das classes)
considerados, como visto a partir da Figura 2.13. Nota-se também indicios de uma leve
assimetria a direita nos ganhos nos escores de acordo com a preparacao em matematica
dos professores.

A partir da Figura 2.14, temos que nao ha grandes variagoes nos valores medianos
dos ganhos nos escores segundo os diferentes valores da varidvel YEARSTEA (anos de
experiéncia em ensino dos professores). Contudo, hé alguns valores atipicos para a maioria

dos anos de experiéncia registrados. Assim como observado a partir do grafico anterior,
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Figura 2.11: Graficos de box-plot dos ganhos nos escores pelo sexo dos alunos.

hé indicios de uma leve assimetria a direita nos ganhos nos escores, agora considerando
os anos de experiéncia em ensino dos professores considerados no estudo educacional.

Em relacao ao conhecimento em matematica dos professores, temos a partir da Figura
2.15 que os valores medianos dos ganhos nos escores em matematica dos alunos nao
apresentam nenhuma tendéncia ou grande diferenca nas variagoes dos ganhos entre os
diferentes valores da variavel MATHKNOW.

Na Figura 2.16 pode ser notado que nao ha tendéncia dos valores medianos dos ganhos
nos escores segundo os diferentes valores percentuais de familias abaixo do indice de po-
breza nas proximidades das escolas consideradas no estudo. As variabilidades registradas
para cada conjunto de ganhos segundo cada um dos valores da varidvel HOUSEPOV sao
de magnitudes similares entre si.

Pode ser notado a partir da Figura 2.17 que, na escola 1 os valores medianos dos ganhos
nos escores em matematica dos alunos segundo as duas classes pertencentes a esta escola
sao aproximadamente iguais, enquanto que nas escolas 2, 3 e 4 estes valores medianos
apresentam valores mais afastados entre si, segundo suas respectivas classes. Existe entao

variabilidade entre os valores medianos dos ganhos nos escores para diferentes classes
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Figura 2.12: Gréficos de box-plot dos ganhos nos escores pela maioridade dos alunos.

numa determinada escola, assim como entre as diferentes escolas.
Modelagem

Para a modelagem utilizada a partir desta aplicacao, foi utilizada a estratégia “Step-
Up” de selecao de modelos, descrita na Secao 2.7.2. Assim como no caso do exemplo de
aplicagao anterior, a sequéncia de procedimentos realizados para a selecao do modelo final

estao descritos em West, Welch e Galecki (2007). Sendo assim, temos o modelo selecionado
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Figura 2.13: Gréficos de box-plot dos ganhos nos escores pela preparacao em matematica
dos professores.

dado por

Equacao do Nivel 1:
Equagoes do Nivel 2:

Yijik = 011k + &1k

Y25k = O21k;
V3l = 031k;
Yajlk = O41k;

Equacgoes do Nivel 3:

01k = B + P1k;

o1k = Pa11;
031k = Pa11;
Oa1k = Parr,
(2.41)
emques=1,2,...,n5,7=12,....,myek =12 ...,107. Na equacao referente ao nivel

1 do modelo, temos MATHGAIN;;;, representando o ganho no escore em matematica do
i-ésimo aluno pertencente a j-ésima classe da k-ésima escola, vy o intercepto para a

J-ésima classe da k-ésima escola, 2, 0 parametro associado a varidvel MATHKIND para
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Figura 2.14: Graficos de box-plot dos ganhos nos escores pelos anos de experiéncia em
ensino dos professores.

a j-ésima classe da k-ésima escola, MATHKIND;;;, o valor do escore em matemadtica no
jardim de infancia para o i-ésimo aluno pertencente a j-ésima classe da k-ésima escola,
Y3k O parametro associado a varidvel MINORITY para a a j-ésima classe da k-ésima
escola, MINORITYj; a varidvel indicadora de maioridade para o i-ésimo aluno perten-
cente a j-¢ésima classe da k-ésima escola, 74, 0 parametro associado a varidvel SES para
a j-6ésima classe da k-ésima escola, SES;j, o indice socioeconomico para o i-ésimo aluno
pertencente a j-ésima classe da k-ésima escola e um erro aleatorio €;;;, associdado ao valor
MATHGAIN, . E assumido que €5 ~ N(0,0%), com os €;;’s independentes entre si,
parat=1,2,... ,nj,, 7 =1,2,... mpyek=1,2,...,107.

Na primeira equagao referente ao nivel 2 do modelo, temos 6§11, representando a média
geral dos interceptos vy;’s na k-ésima escola e ;) sendo um erro aleatério associado
ao valor de 7y E assumido que &ijjp ~ N(O,Jg), com os {jx’'s independentes entre
si e independentes dos €;;,’s, para i = 1,2,...,n5, 7 = 1,2,... my e k = 1,2,...,107.
Na segunda equacao referente ao nivel 2 temos d21;, denotando que o valor de o, € 0
mesmo para todas as my classes da escola k; na terceira equacao referente ao nivel 2
temos d31;, denotando que o valor de 35, ¢ 0 mesmo para todas as my, classes da escola k
e analogamente, na quarta equacao referente ao nivel 2 temos d,41, denotando que o valor

de 7y4jx € 0 mesmo para todas as my classes da escola k.
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Figura 2.15: Graficos de box-plot dos ganhos nos escores pelo conhecimento em matema-
tica dos professores.

Na primeira equagao referente ao nivel 3 do modelo, temos 117 representando a média
geral dos 0115 para as 107 escolas e 115 sendo um erro aleatério associado ao valor de 1.
E assumido que V115 ~ N (0, U%), com os 911;’s independentes entre si e independentes dos
€ijr’s e dos §’s, para i = 1,2,... ,ng, j=1,2,...,m e k =1,2,...,107. Na segunda
equacao referente ao nivel 3 temos (o7 denotando que o valor de d91, é 0 mesmo para
todas as 107 escolas; na terceira equacgao referente ao nivel 3 temos (317 denotando que
o valor de d31, ¢ o mesmo para todas as 107 escolas e, finalmente, na quarta equacao
referente ao nivel 3 temos (411 denotando que o valor de d41;, é 0 mesmo para todas as
107 escolas.

O modelo (2.41) pode, ainda, ser expresso na forma

MATHGAIN;j; = Si11 + o1t MATHKIND 5 + 8511 MINORITY 5+ (2.42)

Ba11SESij1 + &1k + Viik + €k,
parai=1,2,...,nj, 7 =1,2,...,mp ek =1,2,...,107. Segundo o modelo expresso em
(2.42) podemos dizer que (3117 € o intercepto do modelo, (311 é o parametro fixo associado
a variavel MATHKIND, f311 é o efeito fixo da menoridade dos alunos no valor esperado
do ganho no escore em matematica, 3411 ¢ o parametro fixo associado a variavel SES, £

é o efeito aleatdrio da j-ésima classe pertencente a k-ésima escola nos ganhos nos escores
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Figura 2.16: Graficos de box-plot dos ganhos nos escores pelos percentuais de familias
abaixo da linha de probreza nas proximidades das escolas.

em matematica dos alunos desta mesma classe pertencente a esta mesma escola, 11, é

o efeito aleatdrio da k-ésima escola nos valores da variavel MATHGAIN para a referida

classe e €, € o erro aleatério associado ao valor de MATHGAIN;jp.

A notacao matricial do modelo (2.41) para a j-ésima classe pertencente a k-ésima

escola é, portanto, dada por

Y = (MATHGAIN, i, MATHGAINyj., ..., MATHGAIN, je)', s
1 MATHKIND,;; MINORITY;  SES,;
1 MATHKIND,j;  MINORITY,;  SESy

1 MATHKIND,,;; MINORITY, ;i SES, .k

- nij4

1 0 00 1 0 00
01 00 01 0O
Tjk = ) Lk = 5
0 010 0010
0 0 01 00 01
L d4x4 L 4 4x4

_ t . _ t .
€jk = (eljk7€2jka . >€njkjk) njex1? Yik = (’Yl\jk,72|jk>73|jk,74|jk) Ax1
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Figura 2.17: Gréficos de box-plot dos ganhos nos escores segundo as classes pertencentes

as quatro primeiras escolas amostradas.

5k = (6111437 621k7 531k7 641k>t4><1; ﬂ = (/61117 /62117 63117 /8411)t4><1;

& = (s 0,0,0)", 15 Ok = (U114, 0,0,0)"

para j = 1,2,....mp e k =1,2,...,107. Considerando as my classes da k-ésima escola,

temos

Yk- — (Y§k7 Yék" ..
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Gyr 0 ... 0
0 Gy ... O
G, = :
0o ... 0 G, -
L Kk = (ijkl njk)x(4mk)
Y = (73[@7 7%167 e 7pyﬁnkk)t(4mk)><1; € = (eika Eélm sy G:nkk)t(zg.n:kl njk)X1;

Ty = [T§k|T;k| S |T7tnkk]t(4mk)><4; & = (€§k7€1:2k:7 S 7€fnkk)t(4mk)><1;
b, = (9%, €4) (4 amy s Xk = GrTiLy; Zg = [GiT3|Gyl.

As estimativas dos parametros obtidas pelos métodos de maxima verossimilhanca e
maxima verossimilhanca restrita sao apresentados na Tabela 2.8. Para um nivel de signi-
ficancia de, por exemplo, 5%, todos os efeitos fixos sao marginalmente significativos pelos
testes do tipo t, através dos dois métodos de estimacao. As estimativas dos parametros
dos efeitos fixos obtidas por MV e MVR apresentaram valores préximos para cada para-
metro. Considerando os erros padrao estimados para as estimativas dos parametros dos
efeitos fixos, os valores obtidos via MVR sao maiores em relacao aqueles obtidos via MV.
O mesmo acontece para as estimativas dos parametros de variancia e covariancia segundo
os dois métodos de estimacao.

Interpretando as estimativas obtidas por maxima verossimilhanga, temos que o ganho
médio no escore para alunos que obtiveram escore zero no jardim de infancia, ja atingiram
a maioridade e que apresentam indice socioeconomico assumindo valor zero é de 282,3436.
Considerados fixos o indice socioeconomico e a categoria de maioridade ou menoridade
dos alunos, temos que a medida que o escore obtido no jardim de infancia é aumentado em
uma unidade, o ganho médio no escore em matematica diminue em 0,4701, ou seja, alunos
que obtiveram escores baixos no jardim de infancia tendem a obter maior recuperacao no
escore que alunos que ja obtiveram escores mais altos no jardim de infancia. Fixadas as
variaveis MATHKIND e SES, temos que alunos na menoridade apresentam ganho mé-
dio no escore menor em §8,2850 em relacao a alunos na maioridade, ou seja, alunos na
maioridade apresentam ganho no escore maior em relacao a alunos na menoridade. Con-

siderados fixos o escore no jardim de infancia e a categoria de maioridade ou menoridade
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dos alunos, temos que o aumento em uma unidade no indice socioeconémico implica no
aumento médio do ganho no escore dos alunos em 5,3606, ou seja, quando maior o indice
socioeconomico, maior o ganho no escore em matematica. A interpretacao das estimativas
dos parametros obtidas via MVR ¢ realizada de forma similar a esta aqui detalhada.
Utilizando as estimativas de 0%, 0%c e 0 podemos definir duas estimativas de co-
eficientes de correlacao intraclasse. A primeira leva em consideragao a variabilidade dos
ganhos nos escores entre diferentes escolas. Assim temos o primeiro coeficiente de corre-

lacao intraclasse dado por

2
g

ICCp = 4——F—.
P02 4+ 0% + 0

(2.43)

O valor de (2.43) é alto se os ganhos nos escores para individuos numa mesma escola
apresentam pouca variabilidade em relagao a variabilidade total dos ganhos nos escores
considerando diferentes escolas.

O segundo coeficiente de correlacao intraclasse considera a variabilidade dos ganhos
nos escores entre diferentes classes de uma determinada escola e entre diferentes escolas.
Desta forma, este coeficiente pode ser definido por

U%—l—d%

ICCe = 54—
©T 02 102 +o?

(2.44)

Temos, assim, que o valor de (2.44) é alto se os ganhos nos escores para individuos numa
mesma classe (e consequentemente pertencentes a mesma escola) apresentam pouca vari-
abilidade em relacao a variabilidade total dos ganhos nos escores considerando diferentes
escolas. Considerando as estimativas de méxima verossimilhanca dos parametros de vari-

ancia e covariancia do modelo (2.41), temos

; 52 72,5109
ICCp = L = ’ = 0, 0816;
P62 162 167 72,5100 + 82,7348 +732,9208
166y — oh+06% 72,5109 + 82, 7348 01748
62+ 6% +062 72,5109+ 82,7348 + 732,9298
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Para as estimativas de maxima verossimilhanca restrita, temos

; 52 75,0358
ICCg = 2 = : =0, 0841;
P62 162 162 75,0358 4 82,8395 + 734,6077
; 6%+ 62 75,0358 + 82,7348
ICCo = 5255 = ’ ’ =0,1768.
T 62406 +062 75,0358+ 82,8395+ 734,6077

As estimativas dos ICCs utilizando o método de estimagao de maxima verossimilhanga
restrita sao maiores em relagao as estimativas destes mesmos coeficientes utilizando o
método de MV. Para os dois métodos de estimacao temos que a variabilidade dos ganhos
nos escores para alunos de diferentes escolas é menor que a variabilidade dos ganhos nos
escores para alunos numa mesma classe (considerando a variabilidade total dos ganhos
nos escores). Porém, ambos os valores dos coeficientes de correlacao intraclasse podem ser

considerados baixos, sendo eles obtidos por MV ou via MVR.
Analise de Residuos

Nesta secao serd realizada a analise dos residuos obtidos a partir do ajuste via maxima
verossimilhanga do modelo (2.41), através da construcao de alguns graficos no intuito de
verificar as suposigoes assumidas no modelo, bem como para algumas analises de impor-
tantes caracteristicas do ajuste.

Na Figura 2.18 temos os graficos dos residuos marginais e condicionais studentizados.
Note que o aluno 41 pertencente a classe 179 da escola 4 apresenta valor discrepante
destes dois residuos em relagao aos demais valores. Este aluno apresentou ganho no escore
de -110, ou seja, seu escore no ensino médio (324) foi menor que o seu escore registrado
no jardim de infancia (434). Este aluno estd na menoridade e apresentou valor de indice
socioecomonico de -0,37. A existéncia deste ponto discrepante para os graficos dos residuos
condicional e marginal pode ser um indicio de que o modelo esta mal ajustado para esta
observagao.

Considerando as estimativas das distancias de Mahalanobis para as escolas, temos a
partir do grafico da Figura 2.19 que as escolas 4, 47, 62 e 85 sao discrepantes em relacao as
demais, pois os pontos econtram-se afastados das extremidades superiores dos segmentos
de retas que representam os percentis 0,95 da distribuicao qui-quadrado. Os ganhos médios

nos escores dos alunos nestas escolas sao de 35,17, 73,80, 54,00 e 52,80 respectivamente.
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Figura 2.18: Residuos marginais e condicionais studentizados referentes ao modelo normal
ajustado aos dados do estudo educacional.

Através do gréfico da Figura 2.20, as escolas 3, 68, 70 e 76 sao consideradas aberrantes
no que diz respeito aos seus efeitos aleatérios. Com relacao aos efeitos das classes nas
escolas, nenhuma classe foi considerada atipica em relagao aos seus respectivos efeitos
aleatérios.

Considerando para cada escola o seu efeito aleatorio e os efeitos de suas classes, temos
a partir do gréafico da Figura 2.21 que a escola 76 pode ser considerada atipica em relagao
as demais, no que diz respeito aos efeitos aleatorios citados, pois o valor estimado da
distancia de Mahalanobis dos efeitos aleatorios estda bem acima da extremidade superior
do segmento de reta que representa o percentil da distribui¢ao qui-quadrado associado a
referida distancia.

Podemos observar na Figura 2.22 que, tanto para o grafico de percentis dos residuos
condicionais como para o grafico referente aos residuos marginais, os pontos mais extre-
mos nao se encontram dispostos dentro dos respectivos envelopes, principalmente aqueles
dispostos nas partes superiores dos respectivos graficos. Este resultado reforca o indicio
da presenca de uma leve assimetria nos dados referentes ao estudo educacional Contudo,
a proposta de uma distribuicao com caudas mais pesadas do que as caudas da distribuicao
normal no ajuste de um modelo multinivel pode ser eficiente para uma melhor acomodagcao

destas observagoes.
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Figura 2.19: Estimativas das distancias de Mahalanobis para as escolas e percentis 0,95
da distribuicao qui-quadrado referentes ao modelo normal ajustado aos dados do estudo
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A partir do grafico da Figura 2.23 podemos concluir que nao ha afastamento da supo-
sicao de normalidade dos efeitos aleatérios, pois os pontos encontram-se dispostos dentro
do envelope simulado.

Considerando o grafico da Figura 2.24, temos que os erros condicionais do modelo
(2.41) seguem aproximadamente uma distribui¢do Normal, pois os pontos encontram-se
dentro da banda de confianca simulada.

A partir dos ajustes dos modelos nas duas aplicagoes consideradas neste capitulo, po-
demos destacar a presenca de observagoes e/ou grupos identificados como possivelmente
aberrantes em ambos os casos. Isto pode implicar em falta de robustez das estimativas de
maxima verossimilhanca dos parametros. Uma alternativa é o uso de modelos multiniveis
com distribui¢oes de probabilidade que apresentam caudas mais pesadas em relagao a dis-
tribuigao normal. A ¢-Student é um exemplo de distribuigao com esta caracteristica. Sendo
assim, no capitulo seguinte temos uma nova proposta referente aos modelos multiniveis,

agora admitindo distribuigoes pertencentes a classe eliptica.
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Figura 2.20: Preditores lineares studentizados referentes ao modelo normal ajustado aos
dados do estudo educacional.
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Figura 2.21: Estimativas das distancias de Mahalanobis para os efeitos aleatdrios e per-
centis 0,95 da distribuicao qui-quadrado referentes ao modelo normal ajustado aos dados
do estudo educacional.

MANGHI, R. F. IME-USP



APLICACOES

71

Tabela 2.6: Descrigoes das variaveis consideradas no estudo educacional.

Varidveis do nivel 1 (Alunos)

CHILDID:

MATHGAIN:

MATHKIND:

SEX:

MINORITY:

SES:

nimero de identificacao do aluno;
ganho no escore em matematica do
aluno do inicio do jardim de infancia

ao inicio do primeiro grau (variavel resposta);

escore em matematica do aluno no
inicio de seu jardim de infancia;

sexo do aluno;

variavel indicadora (O=estudante na
maioridade, 1=estudante na menoridade);

estatus socioeconomico do estudante.

Varidveis do nivel 2 (Classes)

CLASSID:

YEARSTEA:

MATHPREP:

MATHKNOW:

nimero de identificacao da classe;

anos de experiéncia em ensino do
professor do primeiro grau;

preparagao em matematica do professor
do primeiro grau: nimero de conteudos
dominados em matemadtica e cursos na area;

conhecimento em matematica do professor
do primeiro grau: uma escala baseada em
um conjunto de 30 itens (maiores valores
indicam maior conhecimento).

Variaveis do nivel 3 (Escolas)

SCHOOLID:

HOUSEPOV:

nimero de identificacao da escola;

percentual de familias abaixo do
indice de pobreza nas proximidades da escola.
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Tabela 2.7: Medidas descritivas de algumas variaveis consideradas no estudo educacional.

Nivel 1 (Alunos)

Variavel Minimo 1° quartil Mediana Média 3° quartil Méaximo Desvio
MATHKIND 290, 00 439,20 466,00 466,70 495,00 629,00 41,46
MATHGAIN | —110,00 35,00 56,00 57,57 77,00 253,00 34,61
SES —1,61 —0,49 —-0,03 —0,01 0,40 3,21 0,74
Nivel 2 (Classes)
Variavel Minimo 1° quartil Mediana Média 3° quartil Méaximo Desvio
YEARSTEA 0,00 4,00 10,00 12,28 20, 00 40, 00 9,65
MATHPREP 1,00 2,00 2,30 2,58 3,00 6,00 0,96
MATHKNOW —2,50 —0,76 -0,19 —0,08 0,62 2,61 0,99
Nivel 3 (Escolas)
Variavel Minimo 1° quartil Mediana Média 3° quartil Méaximo Desvio
HOUSEPOV 0,01 0,09 0,15 0,19 0,26 0,56 0,14
Tabela 2.8: Estimativas dos parametros do modelo (2.41).
MV

Parametro Estimativa FErro padrao G.l. Valor t  Valor p

Bin 282, 3436 10, 8385 875 26,0500 < 0,001

Bt —0,4701 0,0222 875 —21,1320 < 0,001

B3 —8,2850 2,3343 875  —3,5492 < 0,001

Ban 5, 3606 1,2406 875 4,3210 < 0,001

0% 72,5109 26,4229 — — —

o2, 82,7348 35,5971 — — —

o? 732,9298 42,4142 — — —

MVR

Parametro Estimativa FErro padrao G.l. Valor t  Valor p

Bit 282,4193 10, 8406 875 26,0520 < 0,001

P11 —0,4703 0,0223 875 —21,1367 < 0,001

Ba11 —8,2909 2, 3389 875  —3,5448 < 0,001

Banr 5, 3646 1,2407 875 4,3240 < 0,001

o2, 75,0358 — — — —

o2, 82,8395 — — — —

o? 734,6077 — — — —
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residuo marginal studentizado
-2
L

residuo condicional studentizado

-4
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percentis da N(0,1) percentis da N(0,1)

Figura 2.22: Graficos normais de probabilidades com envelopes gerados para os residuos
marginais e condicionais studentizados referentes ao modelo normal ajustado aos dados
do estudo educacional.

preditor linear studentizado

-4
|

percentis da N(0,1)

Figura 2.23: Grafico normal de probabilidades com envelope gerado para os preditores
lineares studentizados referentes ao modelo normal ajustado aos dados do estudo educa-
cional.
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residuo condicional com confundimento minimo
0
|

percentis da N(0,1)

Figura 2.24: Grafico normal de probabilidades com envelope gerado para os residuos con-
dicionais com confundimento minimo referentes ao modelo normal ajustado aos dados do
estudo educacional.
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Capitulo 3

Modelos Elipticos Multiniveis

No presente capitulo temos uma introducao a classe de distribuicoes elipticas. Posteri-
ormente, temos a defini¢cao de uma nova proposta para modelagem de dados com estrutura
de hierarquia, denominada modelos elipticos multiniveis. Sao apresentados o processo de
estimacao, a descricao de alguns tipos de testes de hipdteses para os parametros dos efei-
tos fixos e para os parametros de variancia e covariancia dos modelos multiniveis com
distribuigoes elipticas e posteriormente sao sugeridas técnicas graficas para a analise de
residuos. As aplicagoes trabalhadas no Capitulo 2 sao novamente abordadas sob esta nova
proposta. Alguns resultados sao exibidos e discutidos em paralelo com aqueles obtidos nos

ajustes dos modelos normais multiniveis para estas mesmas aplicacoes citadas.

3.1 A Classe de Distribuicoes Elipticas

A classe de distribuicoes elipticas abrange todas as distribui¢des continuas simétri-
cas. Exemplos de distribuicoes que pertencem a esta classe sao dados pela Normal, t-
Student, Exponencial Poténcia, Logistica I, Logistica II, entre outras. Suas propriedades
podem ser encontradas em Fang, Kotz e Ng (1990). Dizemos que um vetor aleatério
Y; = (Y, Yo, Yy, ;) segue uma distribuigao eliptica n;—variada com vetor de médias
p; e matriz de variancia e covariancia proporcional a matriz V; se sua fungao de densidade
¢ dada por

Fly;) = V| 2 g(uy),

em que u; = (y; — p;)'V;7'(y; — p;) ¢ a distancia de Mahalanobis, a fungao g(-) :

R — [0,00) é tal que fooo u"/?1g(u)du < oo, sendo denominada funcio geradora de
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densidade (ver Fang, Kotz e Ng (1990)). Aqui, E(Y;) = p;

e Var(Y;) = «;V;, em
que «; ¢é obtido a partir da fungao caracteristica de Y}, que assume a forma oy, (t) =
E(eit'Ys) = e'Hig(#'V,t), para alguma fungio ¢. Temos entdo que a; = —2¢'(0), em
que ¢'(t) = 0¢/0t|i—¢. Para o caso da distribui¢do ¢t-Student (ver Lange, Little e Taylor

(1989)) temos a; = % para v; > 2, em que v; denota os graus de liberdade. Para o

caso da Exponencial Poténcia (ver Gémez, Gémez-Villegas e Marin (1998)) temos que

oy = 20 Tl D)2

T ()2 0 M que I'(:) é a fungdo gama e n; é um parametro de forma.

Este parametro é definido de maneira diferente para cada distribuicao eliptica. Denota-
se entao que Y, ~ Elnj(u,j,Vj,nj). A partir desta parte serd considerada a notacao
simplificada Y; ~ El,, (p;, V;). Temos ainda que, no caso de Y; ~ El, (0,I), em que I
¢ a matriz identidade de dimensao n; X n;, o; ¢ a variancia das distribuigoes marginais

univariadas obtidas a partir do vetor Y. Para o caso da distribui¢ao normal temos «;; = 1.

3.2 Definicao do Modelo

Os modelos elipticos multiniveis podem ser definidos a partir da estrutura apresentada
para modelos normais multiniveis. Sendo assim, considerando o modelo multinivel com
dois niveis

Yj = X],g + Zjbj + Ej,

temos duas abordagens que podem ser consideradas. A primeira seria utilizar a formulagao
hierarquica
Y;lb; ~ Eln,(X;8+ Z;bj, R;);

b; ~ FEip(0,¥;):

€; ~ El,,(0,R;).
A dificuldade da utilizacao desta abordagem reside no fato de que a distribui¢do conjunta
de (th, bjt, €,;')" nao é necessariamente eliptica, portanto a distribui¢do marginal de Y
¢ analiticamente dificil de ser obtida. Contudo, para o caso particular da distribuicao t-

Student multivariada (ver Pinheiro, Liu e Wu (2001)) ao adotarmos para uma varidvel
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aleatoria 7;
Y6, 75)" ~ Ny (X8 + Zby, £ Ry);
bj|Tj ~ NP(O,%‘P]), (31)

7 o~ Gama(%, %),

temos que

Yj ~ tnj (Xjﬁ, Zj\Ilet + Rj, I/j),

em que Y; ~ tnj(uj,Vj, vj) denota que um vetor aleatério Y; segue uma distribuicao
t-Student nj-variada com média p;, matriz de variancia e covariancia proporcional a V
e graus de liberdade v;.

Para o caso da distribuicao ¢-Student multivariada, a abordagem hierarquica citada
acima nao implica em grandes dificuldades de utilizagao. No entando, para demais distri-
buigoes pertencentes a classe eliptica, a obtencao da distribuigao marginal de Y; em geral

nao é simples, sendo necesséaria a utilizacao de métodos de integracao numérica. Desta

forma, uma outra abordagem pode ser utilizada, considerando

Y; X3 Z,%,Z;' +R; Z;¥; R,
bj ~ Elnj+P+nj 0 s \I'thj ‘Ilj 0 s
Ej 0 R]' 0 Rj
para j = 1,2,...,J. Neste caso, a partir das propriedades das distribui¢oes elipticas (ver,
por exemplo, Valle (1994)), temos que
Y; ~ El,,(X;8,Z;%;Z;' + R;). (3.2)

Sob esta proposta, temos que b; e €; sao nao correlacionados mas nao necessariamente
independentes, a nao ser no caso da distribuicao normal. Considerando as J unidades

pertencentes ao nivel 2 do modelo, podemos supor

Y X3 ZU7Z' +R Z¥ R
b | ~Elss ey 0 |. U7 v 0
€ 0 R 0 R
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Sendo assim, teriamos que

Y ~ Elyy |, (XB,Z9Z' +R).

3.3 Estimacao dos Parametros por Maxima Verossimilhanca

Para o vetor de parametros referentes aos efeitos fixos em 3 e um vetor € que con-
tém todos os parametros de variancia e covariancia do modelo (3.2), temos a funcao de

densidade de probabilidade de Y; dada por

fly;:8.0) = |V, 2 g(u),

€m que u; = (yj — Xjﬁ)th_l(yj — XJ,B) e Vj = Zj\IIth + Rj, para ] = 1,2, ceey J. A

contribuicao do j-ésimo grupo ou “cluster” na funcao de verossimilhanca é dada por

Li(8,0) = f(y;; 8,0), (3.3)

portanto, a fungao de verossimilhanca é dada pelo produto das J contribuigoes definidas

em (3.3), ou seja,
L(B,6) = [T}, L;(8,6) = [T}, [V, 2 g(u)).
Assim, o logaritmo da funcao de verossimilhanca é definido, neste caso, por
1(3,0) = log(L(B3,0)) = — 37 log| V| + 327, logg(u;). (3.4)

Assumindo o vetor @ = (61,6,,...,0p)" e derivando (3.4) em relagdo a 3 e a 63 obtemos

(ver, por exemplo, Savalli, Paula e Cysneiros (2006))

J
Sp =Y v(u) X'V, (y; — X;8);
j=1
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1 _,0V; A7
S0, =—5 >, {“‘ (V]- I—J) —v(uy)(y; — X;8)"V; laT@ZVj Wy, —X0) |,

para d = 1,2,...,D, em que v(u;) = —2w(u;), sendo w(u;) = ¢'(u;)/g9(u;) e ¢'(u;) =

dg(u;)/du;. Fazendo Sg = 0 obtemos o processo iterativo para estimagao dos parametros

dado por
~1
BUtY = [Z U(Uj)(T)thVj_l(r)Xj] [Z U(Uj)(r)xjtvj_l(r)yj] ; (3.5)
j=1 j=1
00" = argmax(1(87"", )], (3.6)
para r = 1,2, ... Valores iniciais devem ser utilizados para a inicializacao do processo de

estimacao. Note que este processo é equivalente aquele utilizado para modelos normais
multiniveis com distribuicao marginal dos Y;’s dada por Y; ~ Nnj(\/Tuj)Xj,B,Vj).
Sendo assim, dados valores de 3 e 6, rotinas computacionais ja implementadas para
modelos normais multiniveis podem ser utilizadas na obtencao das atualizacoes de [ e
métodos de otimizagao nao linear na obtencao das atualizacoes de 0, através de (3.6). A
quantidade v(u;) que aparece em (3.5) pode ser vista como um “peso” atribuido a cada
grupo ou “cluster” no processo de estimagao dos parametros do modelo. J& que a fungao
g(u;) é na maioria dos casos uma funcao positiva decrescente, em geral temos v(u;) > 0.
vitn;

Para a distribuicao t-Student v(u;) = Vs © Dara a distribuicao Exponencial Poténcia

temos v(u;) = (1 + 7;) ;[0 1=1 (ver Savalli (2005)). No caso da distribuicio t-
Student, v(u;) é inversamente proporcional a distancia de Mahalanobis. Portanto, quanto
maior for o valor de u;, menor sera o valor de v(u;) e consequentemente menores pesos
serao dados a observacoes aberrantes na estimacao dos parametros.

As matrizes de informacao de Fisher para 3 e 0 sao dadas, respectivamente, por

J
4d,.
Kgp =) —X;'V;7'X; e Koo = {Koo.} .

1

j=1
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em que

J
N~ i fo, | 19V, 19V
Kglgz = Z { 1 + nj(nj i 2) {Cﬂz + 2tr (V] 8(9[ Vj 892

Jj=1

¢ o elemento pertencente a [-é¢sima linha e z-ésima coluna da matriz Kgg, com d,, =

E(w(uj)?u;), fo, = Blw(u;)?u;?) e e = tr(V; 7 Gi)tr(V; G2, paral, 2 = 1,2, D.

% ( zzjyin?iQ )

Para o caso da distribui¢ao ¢-Student com v; graus de liberdade temos d,, =

e fy, = ”j("]’+2)< vitn;

3 o +2). Para a distribuicao Exponencial Poténcia com parametro de
J J

.2 . . . . .

forma 7;, temos dy, = 1=-T'(%5; 2 +2)/T(5E) e fo, = W (ver, por exemplo, Osorio,
J J

Paula e Galea (2007)). Os parametros 3 e 8 sao ortogonais e, sendo assim, temos a matriz

de informacao de Fisher para o vetor de parametros (3", 8")* dada por

Kgs 0
0 Koo

3.3.1 Algoritmo ECME para a Estimacao do Modelo t-Student Multinivel

O algoritmo EM (ver Dempster, Laird e Rubin (1977)) é um processo iterativo para
a obtencao de estimativas de maxima verossimilhanca em modelos com dados faltantes.

Assumindo o vetor de dados completos o vetor de dados observados y., € o vetor

YCOInp7
de dados faltantes yr,);, podemos dizer que ¥ omp = (Yobs'» Y’ )'> O s€ja, o vetor de dados
completos é obtido “agrupando” os dados observados com os dados faltantes. Denotando

o conjunto de parametros do modelo por w € €2, f( w) a fungao de verossimilhanga

YComp;

dos dados completos, L(w) a fungao de verossimilhanga dos dados observados e Q(w;w’)
a esperanca da funcao de verossimilhanca dos dados completos condicional aos dados

observados

Q(w; ') = E[f(Yeomp: @)[Yobs: @],
temos que cada iteracao do algoritmo EM consiste em dois passos:
Passo E: faca Q(w;w™) como sendo uma funcao de w;

Passo M: encontre w1 tal que Q(w+: w) = max eq Q(w; w™).
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Cada iteragao aumenta o valor de L(w) e, sendo assim, o algoritmo EM geralmente con-
verge para um valor maximo local ou global de L(w) (ver Dempster, Laird e Rubin (1977)).
Para assegurar que o algoritmo converge para um maximo global, é recomendével utilizar
0 processo a partir de varios conjuntos distintos de valores iniciais. Quando o passo M
do algortimo ¢ dificil de ser implementado, geralmente é vidvel substituir este passo por
uma sequéncia de passos restritos, ou seja, cada um maximizando Q(w; w(”)) sob um con-
junto de restrigoes em w. Esta modificagao no passo M define o chamado algoritmo ECM,
descrito em Meng e Rubin (1993). Uma outra extensao do algoritmo EM é o algoritmo
ECME (ver Liu e Rubin (1994)). Este tltimo substitui o passo CM do algoritmo ECM
por um passo CME, que maximiza restritamente a funcio Q(w;w) ou a prépria funcio
de verossimilhanga L(w). Meng e van Dyk (1997) mostram que um passo “E” é necessario
antes dos passos CM que maximizam a fungao (). Liu and Rubin (1994) mostram que o
ECME geralmente compartilha das mesmas propriedades de simplicidade e estabilidade
do algoritmo EM, contudo o primeiro apresenta um tempo até a convergéncia menor,
principalmente no caso da distribuicao ¢-Student com graus de liberdade desconhecidos.
O desenvolvimento do algoritmo ECME utilizado para a estimacao em modelos elip-
ticos multiniveis com distribuicao marginal ¢-Student é baseado na proposta sugerida
por Pinheiro, Liu e Wu (2001) no contexto de modelos mistos sob esta mesma distri-
bui¢ao. Sendo assim, podemos considerar a formulacao hierdrquica (3.1) e tratar o vetor
(b,*,7;)! como sendo os dados faltantes. Outra alternativa é integrar (3.1) em b;, para

j=1,2,...,J. Sendo assim, temos
Yl o~ Ny (X8, 5 V5);

(3.7)

T~ Gama(%,%).

Uma consequéncia dessa abordagem ¢é a de que

Vj+nj Vj+Uj
2 7 2

),

7Y =y; ~ Gama(
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em que u; = (y; — Xj,B)tVfl(yj — X,;8). Desta forma temos que

Vi +n;
E(r|Y, =y,) = ~1—2 3.8
(751Y; yg) v+ u; (3.8)
Aqui, apenas T = (11,72, ..., 7s)" é considerado como vetor de dados faltantes. Considere

um caso em que os graus de liberdade v; sao desconhecidos e assumidos iguais a v para

todo j = 1,2,...,.J. Assim, temos o vetor de parametros w = (3,0, v)* e, portanto,
temos a funcao de verossimilhanca dos dados completos
fly,7:8,0,v) = fi(y,7:8,0) + fa(T;v) + ¢,
em que ¢ € um valor que nao depende dos parametros em w e
fly.m:8,0) = =137 {njlog|V,| + 7(y; — X;8)'V, My, — X;8)};

folriv) = 35, {5log(s) +log(ry) — 5] — log(;) — logL'(5)}.
Fazendo 7; = E(7;|y;,w), temos no passo E que
Qlwiw) = Qi(w;w) +Q2(w;w) = Elfi(y, 7:8,0ly,w)] + Elf2(T; v]y, w)]

= =137 {njlog| Vi + 7y, — X,;8)'V; y; — X;8) +
7 {5 log (%) + Ellog(r))ly, @] — 7] — Ellog(r;)|y, @] — log'(%)}.

Assim, o algoritmo ECM é dado por:
Passo E: obtenha Q(w;w) como uma fungao de w;
Passo CM1: obtenha 3 e 6 que maximize 1 (w; w);
Passo CM2: dados 3 e 8 obtidos no passo CM1, obtenha v que maximize Qo (w; w).

Como Ellog(;)|y,w] nao possui forma fechada, o passo CM2 é modificado de modo a

.. .. . . ~toAt . .
maximizar a verossimilhanga condicional de Y|(3, 0 )!, ou seja, assumindo

~

Y, ~ by (X,8, V), (3.9)
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para 7 = 1,2,...,J. Dessa forma, no passo CM2 a verossimilhanga de Y a partir das
distribuigoes dos Y;’s em (3.9) é maximizada em v. Assim, no lugar do passo CM2 temos

um passo CME, que consiste em fazer

J
U= arg maXZ {logF(V —;n]) - logf(%) + glogy — ng(u + ﬁj)},

j=1
em que 4; ¢ a distancia de Mahalanobis obtida através das estimativas de 3 e 6, para
j=1,2,...,J. Os passos E;, CM1 e CME sao realizados até a convergéncia da estimativa
de w. Dessa forma, temos o algoritmo ECME para a obtencao das estimativas de maxima

verossimilhanca de 3, 6 e v.

3.4 Predicao dos Efeitos Aleatoérios

Similarmente ao caso normal, podemos considerar para a predicao dos efeitos aleatorios
a distribuigao de b; dados os valores observados de Y; dados por y;. Segundo Fang, Kotz
e Ng (1990), temos que b;|Y; =y, segue uma distribuigao eliptica. Quando o vetor 8 é

conhecido, podemos utilizar o preditor linear de Bayes empirico
by =9,Z;'V; " (y; - X;B),

paraj =1,2,...,J. No caso de 8 desconhecido, sua estimativa de maxima verossimilhanca

¢ utilizada nas matrizes ¥; e V;. Considerando as J unidades do nivel 2, temos
b=WZ'V(y—-Xp3), (3.10)

onde y = (YIt7 YQt7 cee 7YJt>t'

3.5 Coeficiente de Correlacao Intraclasse

Para os modelos elipticos multiniveis, o coeficiente de correlagao intraclasse pode ser
definido da mesma forma definida para modelos normais. Contudo, aqui a covariancia
entre individuos de mesmo grupo ou “cluster” é apenas proporcional aos parametros de

variancia e covariancia considerados no modelo. Apesar deste fato, a interpretacao do ICC
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pode ser a mesma utilizada nos modelos multiniveis com distribuicao normal dos erros.
Ao tratarmos das aplicacoes utilizando os modelos elipticos multiniveis, iremos utilizar
as mesmas definicoes dadas na Secao 3.5, para o caso dos ICCs definidos a partir das

estimativas de maxima verossimilhanca dos parametros.

3.6 Escolha do Valor do Parametro de Forma

Para o uso de distribuigoes elipticas em modelos multiniveis, assim como em modelos
mistos, é necessario obter o valor do parametro de forma 7, que define a curtose da
distribuicao. Dada a escolha da distribuicao com a qual se pretende trabalhar, Savalli
(2005) sugere a utilizagdo de critérios de informagao como por exemplo o AIC para a
escolha do valor deste parametro. Analogamente a esta sugestao, o critério BIC também

pode ser utilizado como critério na escolha do parametro de forma 7.

3.7 Testes de Hipodteses

Nesta se¢ao serao discutidas algumas técnicas referentes a testes de hipdteses acerca

dos parametros considerados nos modelos elipticos multiniveis.
3.7.1 Testes de Hipdteses para os Efeitos Fixos
Razao de Verossimilhangas (RV)

Similarmente ao caso de modelos normais multiniveis, podemos utilizar o teste da

razao de verossimilhancas

L . .
RV = —2log ( = red ) - 2(lcomp - lred)u (311)

comp

~ ~

em que lyeq € leomp 580 0s valores dos logaritmos das funcoes de verossimilhangas dos
modelos reduzido e completo, respectivamente, avaliadas nas estimativas de maxima ve-
rossimilhanca dos parametros. Considerando o mesmo exemplo dado no uso deste teste

em modelos normais multiniveis, suponha que possamos particionar o vetor de parametros
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Bem B = (8", B,")". Assim, caso o interesse seja testar as hipSteses

HO: /61:07
Hl: /31#07

temos que, assintoticamente e sob a hipdtese Hy, (3.11) segue aproximadamente uma
distribuicao qui-quadrado, com o valor dos graus de liberdade dado pela diferenca entre
o numero de parametros contidos no vetor 3 e o nimero de parametros contidos em 3,.
Para a realizacao deste teste é necessario também assumir que as estruturas de variancia

e covariancia dos modelos reduzido e completo sao as mesmas.
Testes do tipo z

Dada a similaridade entre os modelos normais e elipticos multiniveis, é razoavel con-
siderar que, para um tamanho da amostra ijl n; suficientemente grande, ,@ segue uma
distribuicao aproximadamente normal com média B e matriz de variancia e covariancia
dada por Kﬁﬂ_l em analogia aos modelos elipticos mistos (Savalli, Paula e Cysneiros
(2006)). Assim, no intuito de testar a significancia de um tnico parametro referente a um
efeito fixo de uma covariavel, o uso de testes do tipo z pode ser um procedimento alter-
nativo ao uso do teste da razao de verossimilhancas. Dado um parametro 3,, pertencente

a 3, para testar
HO : ﬁpq = 07
Hl : qu 7é 07

temos a estatistica do teste dada por

z= &, (3.12)

ép(Bpq)
em que [3,, ¢ a o valor da estimativa de méxima verossimilhanca de f3,, ¢ €p(5,,) é o valor
da estimativa do erro-padrdo de f3,,, obtida a partir da matriz Kgg~'. O uso deste teste
para pequenas amostras requer maiores estudos quanto a aproximagao da distribuicao
da estatistica do teste pela normal. Contudo, nos exemplos aqui desenvolvidos iremos

utilizar este teste para comparacao dos resultados obtidos nos modelos normais com a
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nova proposta de modelos aqui sugerida.
3.7.2 Testes de Hipdteses para os Parametros de Variancia e Covariancia
Razao de Verossimilhancgas

Para testar hipéteses a respeito dos parametros de variancia e covariancia em 6 nos
modelos elipticos multiniveis, alguns importantes aspectos devem ser considerados. Assim

como no caso do teste de RV para efeitos fixos, temos a estatistica do teste dada por

L . .
RV = —2log ( red ) = 2(Leomp — lred), (3.13)

comp

~ ~

em que lyeq € leomp 580 os valores dos logaritmos das funcoes de verossimilhangas dos
modelos reduzido e completo, respectivamente, avaliadas nas estimativas de méaxima ve-
rossimilhanca dos parametros. Neste caso, é necessario que o vetor de parametros 3 seja
o mesmo para os modelos completo e reduzido. Assim, como no caso normal, quando
os parametros de variancia e covariancia sob a hipdtese nula nao se encontram na fron-
teira do espago paramétrico, temos que (3.13) segue assintoticamente uma distribui¢ao
qui-quadrado com o ntumero de graus de liberdade dado pela diferenga entre o niimero
de pardametros de variancia e covariancia do modelo de referéncia (modelo sob a hipé-
tese alternativa) e o nimero de parametros do mesmo tipo a serem estimados no modelo

reduzido (modelo sob a hipétese nula).
Testes do Tipo Escore

Para D > 2, a estatistica do teste da razao de verossimilhancas para testar as hipoteses

H()I 020,
Hll 0>O,

com pelos menos uma desigualdade estrita em H;, nao segue uma distribuicao qui-
quadrado, nem mesmo uma mistura de distribuigbes qui-quadrado (ver, por exemplo,
Savalli, Paula e Cysneiros (2006)), quando 8 encontra-se na fronteira do espa¢o paramé-
trico sob a hipdtese Hy. Neste caso, Savalli, Paula e Cysneiros (2006) propuseram um teste

do tipo escore baseado em resultados obtidos em Silvapulle e Silvapulle (1995). Estes pri-
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meiros autores mostram que a estatistica do teste, em geral, segue uma distribuicao que
¢ uma mistura de qui-quadrados. Estes testes possuem a vantagem de serem executados
a partir das estimativas dos parametros obtidas apenas no modelo sob a hipodtese nula.
Exemplos de testes para um ou mais parametros de variancia e covariancia em modelos

elipticos mistos sao apresentados em Savalli (2005) e em Savalli, Paula e Cysneiros (2006).

3.8 Estratégias na Selecao dos Modelos Multiniveis

As estratégias na selecao de modelos elipticos multiniveis adequados no ajuste de dados
referentes a um determinado estudo podem ser as mesmas utilizadas nos modelos normais
multiniveis, como definidas na Secao 2.7, ou seja, as estratégias “Top-Down” e “Step-Up”.
O uso de critérios de informagao também pode ser atodado nas etapas de selecao, como
por exemplo os critérios AIC e BIC citados anteriormente. Também similarmente ao caso
Normal, as etapas no processo de selecao podem ser realizadas a partir da realizacao
dos testes de hipdteses para efeitos fixos e componentes de variancia e covariancia, como

ilustrados nas secoes anteriores.

3.9 Analise de Residuos

No contexto de modelos elipticos multiniveis, podemos também definir alguns tipos
de residuos, de maneira analoga ao caso dos modelos multiniveis com distribuicao normal

dos erros. Sendo assim, podemos definir o residuo marginal como sendo

P=Y - X3, (3.14)

A

em que B é a estimativa de maxima verossimilhanga de 3. Assim como no caso nor-
mal, quando a matriz X é a prépria matriz de variaveis preditoras do modelo eliptico
multinivel, o residuo aqui considerado pode ser 1til para verificar a suposicao de linea-
ridade entre E(Y) e as varidveis explicativas presentes em X. Podemos também utilizar
um grafico de 7 contra os valores destas variaveis. E esperado que os elementos do re-
siduo marginal variem aleatoriamente em torno de zero, sob a suposicao de linearidade
entre Y e as varidveis pertencentes a matriz X. Um grafico destes residuos contra seus

respectivos indices pode revelar indicios da presenga de observacoes aberrantes. Contudo,

MANGHI, R. F. IME-USP



ANALISE DE RESIDUOS 88

esta analise deve ser realizada observando também os pesos v(u;)’s estimados para cada
grupo ou “cluster”, pois observacoes identificadas como aberrantes podem receber pesos
pequenos em relacao as demais observagoes na estimacao dos parametros em 3 e, desta
forma, podem nao apresentar grande influéncia nas estimativas dos parametros. Como
estes residuos podem possuir diferentes variancias, é conveninente utilizar os residuos

marginais studentizados

Ak 1%
T’L - — = , (3.15)
7 ep(ry)
comi=1,2...,n;ej =12 ...,J. Aqui, ép(r;;) é a estimativa do erro padrao do

residuo marginal 7;;. Para a obtengao da matriz de variancia e covariancia estimada de
(3.14), iremos utilizar a notacdo matricial para o estimador de maxima verossimilhanga
obtida em Savalli (2005) no contexto de modelos elipticos mistos. Sendo assim, definindo

v(u;) = v;, podemos expandir a matriz Z}]:1 v; X;'V;7'X; da forma

J
Z ’Uijthilxj' = UletVlel + U2X2tV271X2 + ...+ /UjXJtVJ71XJ =
j=1
A e 0 . 0 X,
0 wVyy' ... 0 X
X, Xt X, o 1
0 0 cee ’UJVJ_l XJ
e fazendo

M* = diag[v; Vi H 0o Vot oo 0 VT,

podemos escrever a estimativa de maxima verossimilhanca de 3, na convergéncia do pro-

cesso iterativo, como sendo

B = (XIM*X)"'X'M"Y.
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Note que esta expressao permite obter uma estimativa da matriz de variancia e covariancia

de B, dada por

Var(8) = Var[(X'M X)"!X'M Y]
= (X'M'X)"1X'M Var(Y)M X(X'M X)L,

Desta forma, temos que os residuos marginais sao dados por

P=Y-XB = Y- XXMX)XMY
= [I-X(X'M*X)"'X'M*|Y
= M 'M* - M*X(X'M*X)"'X'M*|Y
— M*le*Y’

em que Q° = M* — M*X(X'M*X)"!X'M* e I é a matriz identidade de dimensao
(Z;.]ZI n;j) X (Z}]:1 n;). Portanto, a matriz de variancia e covariancia estimada dos re-

siduos marginais quando 6 é desconhecido é dada por

A k—1 A % ~ x—1

Var(#) = Var(M QYY) =M ' Q Var(Y)Q M ™' =

M*—lQ*v*Q*m*—l’ (316)
onde ) )
a1V1 0 . 0
0 C(QVQ Ce 0
V=
0 0 c OéJVJ

Logo, os elementos da diagonal principal de (3.16) podem ser utilizados na obtencao
dos valores dados em (3.15).
Na analise de residuos dos modelos elipticos multiniveis também pode ser utilizado o

residuo condicional

e=Y - X3 —7Zb,

em que 3 ¢é a estimativa de maxima verossimilhanca de 3 e b é preditor linear de b. O
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residuo € pode ser utilizado para identificar observacoes aberrantes presentes nos dados,
através do gréafico destes residuos contra seus respectivos indices. De forma analoga ao caso
do residuo marginal, a identificagado de observagoes aberrantes utilizando o residuo € deve
ser realizada observando-se também os pesos v(u;)’s estimados. Também similarmente ao
caso dos residuos marginais, os residuos condicionais podem apresentar diferentes varian-

cias. Sendo assim, convém utilizar os residuos condicionais studentizados

. €ij
€ = —, (3.17)
7 ep(éy)
para i = 1,2,...,n; e j = 1,2,...,J, em que €p(¢;) é a estimativa do erro padrdo do

residuo condicional €;;. Podemos reescrever o residuo condicional como sendo

Y-XB-Zb=Y -X3-Z¥Z'V (Y - X03)

™
|

= [I-2Z9Z'V (Y - X3)
= A(Y - Xp),

em que A = I-ZWZ'V~!. Desta forma, podemos obter a matriz de variancia e covariancia

estimada de €, quando @ é desconhecido, fazendo
Var(é) = Var[A(Y — XB3)] = AVar[Y — XB]A" =

AM TQV QM A" (3.18)

Portanto, os termos da diagonal principal de (3.18) sao utilizados na obtengao dos residuos
condicionais studentizados dados em (3.17).
Assim como no caso dos modelos normais multiniveis, os preditores lineares também

podem ser utilizados na analise de residuos. Considerando

~

b=WZ'V(Y - X3),
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temos que sua matriz de variancia e covariancia estimada é dada por

Var(b) = Var|®Z'V (Y — X3)]
— WZ'V 'Var(Y - XB)V ' Z¥ (3.19)
— Yzv MRV QM IV 2.

Portanto, os elementos da diagonal principal de (3.19) podem ser utilizados na obtengao

dos preditores lineares studentizados

b = D
1) ~ /7 )
ep(bi;)
para ¢ = 1,2,...,n; e j = 1,2,...,J, onde eAlj(l;Z]) é a estimativa do erro padrao de

IA)Z-j. O gréfico dos preditores lineares studentizados contra seus respectivos indices pode
detectar observacoes aberrantes com relagao aos efeitos aleatorios em determinados grupos
ou “clusters”.
De acordo com Lange, Little e Taylor (1989), a distancia de Mahalanobis modi-

ficada

Y _ i(y — X.g)tv.—l(y. —X,PB)

n; my Y j j j i)
para o caso da distribui¢ao ¢-Student multivariada segue uma distribui¢ao £’ com n; graus
de liberdade no numerador e v; graus de liberdade no denominador. Esta quantidade pode
ser utilizada, portanto, na identificacao de grupos ou “clusters” aberrantes. Um grafico dos
valores estimados das distancias de Mahalanobis modificadas contra seus respectivos in-
dices pode ser utilizado para tal identificacao. Também neste caso devem ser consideradas
as estimativas dos pesos v(u;)’s. Contudo, vale reforcar o fato de que, no caso da distri-
buigao t-Student, o valor de v(u;) é inversamente proporcional ao valor de u; e, sendo
assim, altos valores de u; naturalmente implicam em valores mais baixos de v(u;).

Também analogamente ao caso normal podem ser utilizadas, ainda, as distancias de

Mahalanobis dos preditores lineares
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para j = 1,2, ..., J naidentificacao de grupos ou “clusters” aberrantes, no que diz respeito
aos efeitos aleatdrios. Uma proposta ¢ a utilizagao de um grafico dos (;’s contra seus
respectivos indices para a deteccao de grupos aberrantes com relagao aos seus respectivos
efeitos aleatorios.

Assim como no caso de modelos normais multiniveis, os residuos marginais, condicio-
nais e preditores lineares studentizados podem ser utilizados na construcao de bandas de
confianca simuladas. Os passos necessarios para a construgao destas bandas de confianca

sao analogos aqueles descritos na Segao 2.8.

3.10 Aplicacoes

Nesta secao, as aplicagoes discutidas no Capitulo 2 serao reavaliadas utilizando os mo-
delos elipticos multiniveis. Mais especificamente, serd utilizada a distribuicao t-Student
multivariada. Esta distribuicao tem a propriedade de apresentar, em geral, caudas mais
pesadas do que as caudas da distribuicao normal. O objetivo de sua utilizacao nas aplica-
¢oes é uma melhor acomodacao de observacoes destacadas como possivelmente aberrantes.
Além disso, a utilizagao da distribuigao ¢-Student multivariada nos ajustes permite a es-
timagao dos parametros de forma robusta, ou seja, atribuindo menores pesos para grupos

ou “clusters” considerados aberrantes em relacao aos demais contidos nos dados.
3.10.1 Aplicagao 1 - Experimento com Ratos
Modelagem

Para a modelagem deste aplicacao, sera utilizada a mesma estrutura do modelo dis-

cutido na Secao 2.9.1, ou seja

Equacao do Nivel 1:

WEIGHT;; = 71 + 72, SEX1;; + €55

Equacoes do Nivel 2: (3.20)
Y1j = Bi1 + P12 TREATL; + 813 TREAT2; + 814LITSIZE; + byj;

Y2; = 521,
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comi¢=1,2,...,n;ej =12 ...,27, em que n; é o numero de filhotes pertencentes a
j-ésima ninhada, num total de J = 27 ninhadas. Neste caso a suposicao de distribuicao

conjunta dos erros e dos efeitos aleatérios seria a de que

Y; X;8 Z,V,Z;'+R; Z;¥; R,
bj ~ tnj+1+nj 0 3 ‘I’]th \I’] 0 yV 9
Gj 0 Rj 0 Rj

em que v = (v,v,v)', R; = 0cI se a j-ésima ninhada foi submetida ao tratamento
controle ou R; = o?yI se a j-ésima ninhada foi submetida & dosagem alta ou baixa
do composto experimental. Em ambos os casos temos I a matriz identidade de dimensao
n; x n;. Contudo, para a obtencao da distribui¢ao ¢-Student no modelo marginal foi

considerada a formulagao hierarquica

Y(bj,7)" ~ Noy(X;8+ Zsbs, Ry);

Tp o~ Gama(g, %),

pois esta implica que

Yj ~ tnj(XjIB’ Zj‘Ilijt + Rj7 V)'

Através do algoritmo ECME descrito na Secgao 3.3.1 foram obtidas as estimativas de
méxima verossimilhanca do parametros a partir da estrutura hierdrquica (3.21). Estas
estimativas sao ilustradas na Tabela 3.1.

Considerando um nivel de significancia de 5% todos os parametros em 3 sao considera-
dos marginalmente significativos. A interpretacao destes parametros é realizada de forma
similar aquela obtida a partir dos ajustes efetuados na Secao 2.9.1. Contudo, em relacao
aos parametros de variancia e covariancia, vale notar que no caso dos modelos elipticos e,
portanto, no modelo aqui considerado, as variancias dos erros sao apenas proporcionais a
estas quantidades.

A Tabela 3.2 ilustra as estimativas de maxima verossimilhanca dos parametros para

os modelos normal e t-Student. As estimativas dos parametros em 3 sob os dois modelos
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Tabela 3.1: Estimativas dos parametros do modelo (3.20).

Parametro Estimativa FErro padrao G.I.  Valor z Valor p

B 8,1630  0,2507 294 32,5554 < 0,001
Bia —0,9044  0,1652 23 —5,4736 < 0,001
B —0,4443  0,1360 23 —3,2668 0,0011
Biy ~0,1201  0,0171 23 —7,0111 < 0,001
Bo ~0,3005  0,0375 294 —8,0095 < 0,001
o2, 0,0734  0,0256 - - -
o2, 0,1170  0,0287 - - -
o2, 0,0782  0,0155 - - -
v 5, 1424 - - - -

considerados apresentaram pouca diferenca. Os valores estimados dos erros padrao das
estimativas dos parametros no vetor 8 no modelo ¢-Student apresentam valores menores
que estas mesmas quantidades obtidas a partir do modelo normal, ou seja, as estimativas
obtidas a partir do modelo ¢-Student sao aparentemente mais precisas em relacao aque-
las obtidas no modelo com erros normais. As estimativas dos parametros de variancia e
covariancia sao menores no caso do modelo ¢-Student.

Tabela 3.2: Estimativas dos parametros sob os modelos normal e t-Student ajustados aos
dados do experimento com ratos.

Normal t-Student
Parametro Estimativa FErro padrao Estimativa FErro padrao
b1 8, 3280 0,2593 8,1630 0,2507
B2 —0, 8648 0,1715 —0,9044 0,1652
B3 —0,4344 0,1424 —0,4443 0, 1360
B4 —0,1307 0,0175 —0,1201 0,0171
o1 -0, 3419 0,0422 —0, 3005 0,0375
o3 0,0832 0,0265 0,0734 0,0256
ol 0,2639 0,0339 0,1170 0,0287
0% 0,0913 0,0098 0,0782 0,0155

Na Tabela 3.3 temos as estimativas dos coeficientes de correlacao intraclasse obtidas a
partir dos modelo ¢t-Student aqui ajustado e a partir do modelo com distribuicao Normal
ajustado pelo método de Maxima Verossimilhanca na Secao 2.9.1. Verifica-se que as esti-
mativas dos ICC’s sao maiores sob o modelo ¢-Student, ou seja, este modelo capta uma
maior similaridade entre os ratos provenientes de uma mesma ninhada que o modelo Nor-

mal, para os trés tratamentos considerados no estudo. Contudo, assim como no modelo
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Normal, os valores dos coeficientes de correlagao intraclasse estimados a partir do modelo

t-Student também podem ser considerados baixos.

Tabela 3.3: ICCs estimados dos modelos normal e ¢-Student ajustados aos dados do ex-
perimento com ratos.

1CC Normal ¢-Student
ICCo 0,2397 0, 3855
ICCy 0,4768 0, 4842

Os 20 menores pesos estimados para as ninhadas encontram-se na Tabela 3.4. Temos
os 5 menores pesos atribuidos as ninhadas 6, 23, 12, 3 e 25 respectivamente, ou seja,
as observacoes das variaveis referentes a estas ninhadas foram aquelas que exerceram as

menores influéncias nas estimativas dos parametros.

Tabela 3.4: 20 menores pesos estimados pelo modelo ¢-Student ajustado aos dados do
experimento com ratos com as respectivas ninhadas.

Peso Ninhada | Peso  Ninhada | Peso Ninhada | Peso Ninhada

0, 7440 6 1,8144 ) 2,5039 18 3,1610 17

0,7799 23 2,2607 26 2,6354 13 3,1653 10

0,9555 12 2,2906 27 2,6406 24 3,1919 8

1, 5496 3 2,4109 19 2,7224 1 3,2033 21

1,7884 25 2,4976 22 3,0512 16 3,2529 4

Anadlise de Residuos

De maneira analoga ao caso normal, alguns graficos podem ser construidos para a rea-
lizacao de uma analise de residuos obtidos a partir do ajuste do modelo aqui considerado.
Na Figura 3.1 temos os gréficos dos residuos marginais e condicionais studentizados contra
os pesos atribuidos a cada ninhada no processo de estimacao dos parametros. Note que
o individuo 66 pertencente a ninhada 6 apresenta maiores valores (em valores absolutos)
destes dois residuos em relacao aos demais filhotes. Este mesmo ponto foi detectado como
aberrante na Secao 2.9.1. Pode ser observado, contudo, que o peso referente a ninhada 6
foi o menor dentre todas as ninhadas. Sendo assim, o rato 66, por pertencer a ninhada 6,
nao é considerado como aberrante, pois esta ninhada exerceu pouca influéncia nos valores

da estimativas dos parametros do modelo.
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Figura 3.1: Gréficos de dispersao bidimensional entre os pesos estimados e os residuos
marginais e condicionais studentizados do modelo ¢-Student ajustado aos dados do expe-
rimento com ratos.

Pelo grafico da Figura 3.2 poderiamos identificar a ninhada 6 como aberrante por
apresentar alto valor da estimativa da distancia de Mahalanobis modificada em relacao ao
respectivo percentil da distribuicao F' representado pela extremidade superior do segmento
de reta associado a referida distancia. Contudo, a conclusao obtida a partir da Tabela
3.4 foi a de que observacoes pertencentes a esta ninhada exerceram baixa influéncia nas
estimativas dos parametros.

Considerando a Figura 3.3 temos a ninhada 9 detectada como atipica em relacao
as demais, no que diz respeito aos efeitos aleatérios, apesar do valor do preditor linear
studentizado para esta ninhada nao ser muito discrepante em relacao aos valores para as
demais ninhadas.

Através do gréfico de percentis com envelope gerado para os residuos marginais stu-
dentizados da Figura 3.4 podemos concluir que a distribuicao ¢-Student esta aparente-
mente bem especificada para os erros do modelo (3.20), pois a grande maioria dos pontos
encontra-se disposta dentro do envelope simulado. Ainda considerando a Figura 3.4 te-
mos que, de acordo com o grafico de percentis com envelope gerado para os residuos
condicionais studentizados, nao ha afastamento da suposicao de que os erros seguem uma
distribuicao ¢-Student.

Visualizando a Figura 3.5 nota-se que alguns pontos estao dispostos fora do envelope,
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Figura 3.2: Estimativas das distancias de Mahalanobis modificadas para as ninhadas e
percentis 0,95 da distribuigao F' referentes ao modelo ¢-Student ajustado aos dados do
experimento com ratos.

contudo nao ha sério afastamento da suposicao de que os efeitos aleatérios seguem uma

distribuicao t-Student.

MANGHI, R. F. IME-USP



APLICACOES 98

q-_
N T
©
N R
< o« ° . S ..
[}
e] . .
p}
@ C Lt e
= J e .
Q . .
£
S . . )
6 .
R N T
o | .
9
<
|
T T T T T
0 5 10 15 20 25
ninhada

Figura 3.3: Preditores lineares studentizados do modelo ¢-Student ajustado aos dados do
experimento com ratos.
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Figura 3.4: Graficos normais de probabilidades com envelopes gerados para os residuos
marginais e condicionais studentizados do modelo ¢-Student ajustado aos dados do expe-
rimento com ratos.
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preditor linear studentizado

percentis da N(0,1)

Figura 3.5: Gréafico normal de probabilidades com envelope gerado para os preditores
lineares studentizados do modelo ¢-Student ajustado aos dados do experimento com ratos.
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3.10.2 Aplicagao 2 - Estudo Educacional
Modelagem

Assim como no caso do experimento com ratos, para a modelagem desta aplicacao
serd utilizada a mesma estrutura do modelo normal multinivel discutido na secao 2.9.1,

ou seja

Equacao do Nivel 1:
MATHGAINUk = Mjlk + ’)/QJ‘kMATHKINDUk + ’)/3]‘kl\/HNO];{ITYvU]€ + ’)/4J‘kSESU]€ + €ijks
Equacgoes do Nivel 2:

Yijie = 011k + &1k

Y2ilk = O21k;
Y3k = 031k}
Yajlk = O41k;

Equacgoes do Nivel 3:

011k = B + P1k;

do1x = Po11;
031k = Pa11;
Oa1k = Parr,

(3.22)
em que ¢ = 1,2,...,n5,, J = 1,2,...,mp e k = 1,2,...,107. Para a estimacao deste
modelo poderiamos admitir a distribuigao conjunta

Yy X0 29,2 + Ry Z,¥), Ry
b | ™ IS et (1) + 5 g 0 ; U, Z', v, 0 [,V
€ 0 Ry 0 Ry

Contudo, o processo de estimacao dos parametros foi realizado a partir da formulacao

hierarquica

Yi|(bi', i)t~ Nzyzklnjk(xkﬁ-i‘zkbk,%f{k);
bk’Tk ~ Nl-‘rTrLk(Ov%\I’k);

Ty~ Gama(g, ’é),
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Tabela 3.5: Estimativas dos parametros do modelo (3.22).

Parametro Estimativa Erro padrao G.l. Valor z  Valor p
Bt 280, 6996 10,6517 875 26,3525 < 0,001
Bt —0,4679 0,0219 875 —21,4082 < 0,001
B311 —7,7948 2,3092 875  —3,3755  0,0007
Ban 5, 0886 1,2183 875 4,1768 < 0,001
0% 71,95597 25,8411 — — —
o2, 84,15703 28,0110 — — —
o? 661, 4466 38,2271 — — —

v 19,7084 — — — —

implicando em

Yk ~ tZ;n:kl (Xkﬂ7 Zk\I'kat + Rk, V).

Nk

O algoritmo ECME também foi utilizado para a estimacao dos parametros neste modelo.
Estas estimativas podem ser observadas na Tabela 3.5. Dado um nivel de significancia
de 5% todos os parametros em (3 sao considerados marginalmente significativos. A in-
terpretagao destes parametros é similar aquela realizada na Secao 2.9.2. Em relagao aos
parametros de variancia e covariancia, novamente é necessario lembrar que as variancias
dos erros neste modelo sao apenas proporcionais a estas quantidades.

A Tabela 3.6 ilustra as estimativas de maxima verossimilhanca dos parametros para
os modelos normal e t-Student. Os valores estimados dos erros padrao das estimativas dos
parametros no modelo ¢-Student apresentam valores menores do que estas mesmas quan-
tidades obtidas a partir do modelo normal. As estimativas dos parametros de variancia e
covariancia também sao menores no caso do modelo t-Student, com excecao das estimati-
vas do parametro o2, em que a estimativa obtida sob o modelo normal apresentou valor
menor que esta mesma estimativa sob o modelo ¢-Student.

Na Tabela 3.7 podemos observar as estimativas dos coeficientes de correlacao intra-
classe obtidas a partir dos modelos t-Student e normal ajustados pelo método de maxima
verossimilhanga na Secao 2.9.2. Considerando alunos de uma mesma escola, temos que o
coeficiente de correlacao intraclasse ¢ menor sob o modelo normal. Para o ICC definido
considerando alunos de uma mesma classe, temos o valor estimado sob o modelo normal

também menor do que o valor estimado sob o modelo ¢t-Student, ou seja, a homogeneidade

MANGHI, R. F. IME-USP



APLICACOES 102

Tabela 3.6: Estimativas dos parametros sob os modelos normal e t-Student ajustados aos
dados do estudo educacional.

Normal t-Student

Parametro Estimativa FErro padrao Estimativa FErro padrao
B 282, 3436 10, 8385 280, 6996 10,6517
P11 —0,4701 0,0222 —0,4679 0,0219
P11 -8, 2850 2,3343 —7,7948 2,3092
Ban 5, 3606 1,2406 5, 0886 1,2183

0% 72,5109 26,4229 71,9560 25,8411

ol 82,7348 35,5971 84,1570 28,0110

o? 732,9298 42,4142 661, 4466 38,2271

dos ganhos nos escores dos alunos considerando a mesma escola ou a mesma classe numa
determinada escola é maior segundo o modelo t-Student. Contudo, assim como no modelo
normal, os valores dos coeficientes de correlagao intraclasse estimados a partir do modelo
t-Student também podem ser considerados baixos.

Tabela 3.7: ICCs estimados dos modelo normal e t-Student ajustados aos dados do estudo
educacional.

1CC Normal ¢-Student
ICCg  0,0816 0, 0880
ICCe  0,1748 0, 1909

A Tabela 3.8 ilustra os 20 menores pesos estimados para as escolas. Por exemplo,
temos os 5 menores pesos atribuidos as escolas 4, 62, 47, 40 e 85, respectivamente, ou
seja, as observacoes das variaveis referentes a estas escolas foram aquelas que exerceram

a menor influéncia nas estimativas dos parametros.

Tabela 3.8: 20 menores pesos estimados pelo modelo ¢-Student ajustado para os dados do
estudo educacional com as respectivas escolas.

Peso Escola | Peso  Escola | Peso Escola| Peso Escola

0, 3988 4 0,6944 70 0,7677 27 0, 8250 90

0, 5557 62 0,7179 102 | 0,7859 60 0,8517 31

0,5711 47 0,7227 8 0,8012 58 0, 8553 24

0,6384 40 0,7292 49 0,8014 86 0, 8581 2

0, 6653 85 0, 7583 75 0,8133 53 0,8601 97
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Andlise de Residuos

Nesta secao, alguns graficos sao considerados na andlise dos residuos obtidos a partir
do ajuste do modelo (3.22). Na Figura 3.6 temos os graficos dos residuos marginais e con-
dicionais studentizados contra os pesos atribuidos a cada escola no processo de estimacao
dos parametros. Note que o aluno 41 pertencente a classe 179 da escola 4 apresenta maior
valor (em valor absoluto) destes dois residuos em relagdo aos demais. Este mesmo ponto
foi detectado como aberrante na Secao 2.9.2. Pode ser observado, contudo, que o peso
referente a escola 4 foi o menor dentre todas as escolas. Desta forma o aluno citado nao
é considerado aberrante pois a escola a qual ele pertence exerceu pouca influéncia nos

valores da estimativas dos parametros do modelo.

residuo marginal studentizado
residuo condicional studentizado

| +41:179:4

-6
-6

Tl oe41:179:4
T T T T T T T T T T T T
0.4 0.6 0.8 1.0 12 1.4 0.4 0.6 0.8 1.0 1.2 1.4

peso peso

Figura 3.6: Graficos de dispersao bidimensional entre os pesos estimados e os residuos
marginais e condicionais studentizados do modelo ¢t-Student ajustado aos dados do estudo
educacional.

Pelo grafico da Figura 3.7 poderiamos identificar as escolas 4, 40, 47 e 62 como aber-
rantes por apresentarem altos valores das estimativas da distancia de Mahalanobis mo-
dificadas em relagdo aos respectivos percentis da distribuicao F. Através da Tabela 3.8
podemos observar que observacgoes pertencentes a estas escolas sao aquelas que menos
influenciam nas estimativas dos parametros.

A partir da Figura 3.8 temos as classes 179 pertencente a escola 4, 9 pertencente a

escola 40 e 258 pertencente a escola 31 detectadas como atipicas em relacao as demais
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47
40 . 62

mahalanobis modificada

escola

Figura 3.7: Estimativas das distancias de Mahalanobis modificadas para as escolas e os
respectivos percentis 0,95 da distribuigao F' referentes ao modelo ¢-Student ajustado aos
dados do estudo educacional.

classes, no que diz respeito aos efeitos aleatérios das classes para todas as escolas.
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Figura 3.8: Preditores lineares studentizados do modelo ¢-Student ajustado aos dados do
estudo educacional.

Considerando os graficos normais de probabilidades com envelopes gerados para os
residuos marginais e condicionais studentizados apresentados na Figura 3.9, podemos
concluir que nao ha importantes afastamentos da distribuicao ¢-Student para os erros do
modelo (3.20), pois a maioria dos pontos encontra-se disposta dentro do envelope simulado.

O fato de alguns pontos encontrarem-se fora do envelopes gerados nos extremos superiores
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dos respectivos gréaficos pode ser um indicio de uma pequena assimetria a direita para a
distribuicao dos erros. Este indicio ja foi observado a partir do ajuste do modelo sob erros

normais e na analise descritiva.

-2

residuo marginal studentizado
-2

residuo condicional studentizado

-4

-6
1

-6
1

-3 -2 -1 0 1 2 3 -3 -2 -1 0 1 2 3

percentis da N(0,1) percentis da N(0,1)

Figura 3.9: Gréaficos normais de probabilidades com envelopes gerados para os residuos
marginais e condicionais studentizados do modelo t-Student ajustado aos dados do estudo
educacional.

Segundo a Figura 3.10 os efeitos aleatdrios seguem uma distribuicao ¢-Student multi-

variada, pois os pontos do gréafico encontram-se dispostos dentro do envelope simulado.

De acordo com os resultados obtidos para as duas aplicacoes sob o modelo t-Student
multinivel considerando dados com dois e trés niveis de hierarquia, podemos concluir que
as estimativas dos parametros foram obtidas de forma robusta, ou seja, observacoes e
grupos considerados atipicos exerceram pouca influéncia nas estimativas. Em geral, as
estimativas dos erros padrao de B apresentaram valores menores em relacao a aqueles
obtidos a partir dos ajustes dos modelos normais multiniveis, implicando em estimativas
aparentemente mais precisas dos parametros em (3. Estes resultados comprovam a eficién-
cia no uso de modelos multiniveis com distribuigoes apresentando caudas mais pesadas em
relacao a distribuicao normal. Contudo, outras distribui¢oes pertencentes a classe eliptica

podem ser utilizadas.
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preditor linear studentizado
0

percentis da N(0,1)

Figura 3.10: Grafico normal de probabilidades com envelope gerado para os preditores
lineares studentizados do modelo t-Student ajustado aos dados do estudo educacional.
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Capitulo 4

Conclusoes

O presente trabalho consiste na revisao da literatura ja existente acerca dos modelos
multiniveis com distribuicao normal dos erros e efeitos aleatérios e na proposta de uma
classe de modelos alternativa aos modelos normais multiniveis, denominada modelos elip-
ticos multiniveis. Esta nova proposta permite o uso de distribuicoes pertencentes a classe
eliptica para os erros e efeitos aleatorios do modelo. A classe de distribuigoes elipticas
engloba totas as distribuigoes simétricas e continuas, sendo a normal um caso particular.
Desta forma, foi mostrado que o modelo eliptico multinivel pode ser utilizado com eficién-
cia na modelagem de dados com estrutura de hierarquia. Através de resultados ja obtidos
nos modelos elipticos mistos, foram desenvolvidos o processo de estimacao dos parametros
via maxima verossimilhanca, a realizagao de testes de hipéteses e a andlise de residuos na
verificagao das suposicoes assumidas para os erros.

Também foi realizada a comparacao dos resultados dos ajustes nos modelos normais
multiniveis e nos modelos elipticos multiniveis com distribuicao t-Student através de duas
aplicagoes, sendo a primeira referente a um experimento cujo conjunto de dados apresentou
dois niveis de hierarquia e a segunda inerente a um estudo cujos dados apresentaram
trés niveis de hierarquia. Pode ser comprovado que o modelo eliptico multinivel com
distribuigao t-Student tem a capacidade de melhor acomodacgao de observagoes aberrantes,
pois a estimacao dos parametros neste modelo é realizada de maneira robusta, ou seja,
grupos ou “clusters” atipicos exercem menor influéncia nas estimativas dos parametros na
classe de modelos proposta neste trabalho.

Desta forma, conclui-se que os modelos elipticos multiniveis compoem uma impor-
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tante e abrangente classe de modelos, cujas propriedades e caracteristicas podem ser
amplamente estudadas a partir dos resultados aqui obtidos. Os bancos de dados utiliza-
dos nas aplicacoes aqui desenvolvidas podem ser acessados a partir do endereco eletronico
http://www-personal.umich.edu/ bwest/almmussp.html. As rotinas computacionais
utilizadas neste trabalho foram desenvolvidas no software livre R em sua versao 2.11.1 e
podem ser solicidadas através do email robertof23@gmail. com.

Como propostas para possiveis estudos podemos sugerir, entre outras:

O desenvolvimento de técnicas de diagnéstico como a andlise de influéncia local via

curvatura normal na classe de modelos proposta;

e A obtencao do método de estimacao de maxima verossimilhanca restrita para os

parametros de variancia e covariancia nos modelos elipticos multiniveis;

e Estudos de simulacao para verificar o comportamento dos estimadores dos parame-

tros em pequenas amostras;

e Aplicagoes dos modelos elipticos em outras areas do conhecimento, inclusive com o

uso de outras distribuicoes de probabilidade;

e Proposta do estudo de modelos multiniveis com distribui¢oes assimétricas para os
erros ou ainda o desenvolvimento de modelos multiniveis com estrutura semipara-

métrica.
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Apéndice A

Notacao Matricial dos Modelos Multiniveis

A.1 Modelos Multiniveis com 2 Niveis

. . . . . . , P <2 .
Considerando P varidveis explicativas associadas ao nivel 1 e ) _, (), varidveis pre-
ditoras associadas ao nivel 2, em que (), ¢ o nimero de varidveis preditoras associadas
ao p-ésimo parametro do nivel 1, temos as equacgoes gerais para o modelo multinivel com

dois niveis dadas a seguir.

P
Nivel 1: Y}, = Z’ijzpij+€z'j;

=1

pr (A.1)
Nivel 2: ~,;, = Zﬁququ"‘bpjv

q=1

parai=1,2,...,n;ej=1,2,...,J. Aqui, n; é o nimero de individuos pertencentes ao
j-ésimo “cluster” e J é o nimero total de “clusters” considerado para o modelo. Em (A.1),

temos que:
Y é o valor da varidvel resposta para o i-ésimo individuo pertencente ao j-ésimo “cluster”;

Zpi; € o valor da p-ésima varidvel preditora associada ao i-ésimo individuo do j-ésimo

“cluster”;
Ypj € 0 parametro associado a variavel Z,;
€;; € o erro associado ao valor da varidvel resposta do nivel 1 Yj;;

T)pq; € o valor da g-ésima varidvel associada ao parametro v,;;
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Bpq ¢ 0 parametro associado a referida varidvel do nivel 2;

b,; € o erro associado ao parametro ;.

Fazendo
lej Z21j ZPlj
Zaoj  Zozj ... Zpoj
t . o J J J
Vo= O Yo V) s o= | 0TI
L Zlnjj Zanj ZPnjj d,xp
t
Vi =325 9P) oty €5 = (€15 €245+ Enyj) njx1’
T, 0 ... 0
0 Ty ... O
Tj - )
0O ... 0 Tp;
L Pl pxsr q,
em que T); = (Tp1j> Ty, - - - ,Tprj)lep e 0 é um vetor (linha ou coluna) ou matriz de

zeros, convenientemente adotada em cada caso;

18 = (6117 6127 cee 751Q1a /821; e aﬁQQg? s 75PQp)t(Z£‘=1 Qp)x1

e b; = (b, baj,...,bp;) p,, Obtemos as equacoes referentes aos niveis 1 e 2 dadas por
Y; =Z;v;+€j; (A.2)
Y= T3+ b;. (A.3)

Para j = 1,2, ..., J. Substituindo (A.3) em (A.2), temos

Yj = Zj [T],B + bj] -+ 6]' = ZjTjﬁ -+ Zjbj -+ €j.

Assim ,temos que

Yj = X]B + Zjbj + Ej,
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paraj =1,2,...,J,em que X; = Z,T,. Caso algum parametro v,, tenha sido considerado

fixo (ou seja, b,; = 0), é mais conveniente representar o modelo por
Y; = X;8+2Z;"b;" + ¢,

em que Z;" é a matriz Z; sem a sua p-ésima coluna e b;" é o vetor b, rearranjado sem
. . t 5

o componente b,;, ou seja, b;" = (b1, baj,...,bp-1)j;bp+1)j:---»,bp;)". A notacdo ma-

tricial do modelo considerando as J unidades pertencentes ao nivel 2 pode ser obtida

considerando

t
Y= (VLYY X XK e

Z, 0 ... 0
0 Z, ... 0
Z = L ‘ . b=(b,by, ... b)) b,
o ... 0 Z
. T A
ce= (€€, ..., ef,)t(zjzlnj)xl. Assim, temos o modelo na forma matricial dado por

Y =XB+Zb+e.

No caso de algum parametro 7,; fixo, temos

Y = XB 4+ Z*b" + e,

em que
Z: 0 0
o 7Z, ... 0
AR 2 e b* = (b, b, ... b
0 ... 0 Z3
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A.2 Modelos Multiniveis com 3 Niveis

Considerando P variaveis explicativas associadas ao nivel 1, 25:1 ()p varidveis pre-
ditoras associadas aos nivel 2, onde @), é o nimero de varidveis explicativas associadas
a0 p-ésimo parametro do nivel 1 e Zle ZqQ:"l Spq varidveis preditoras associadas ao nivel
3, onde S,, ¢ o nimero de varidveis preditoras associadas ao g-ésimo parametro do nivel
2 associado ao p-ésimo parametro do nivel 1, temos as equagoes gerais para o modelo

multinivel com trés niveis dadas a seguir.

P

Nivel 1: Y, = Z’ij\kaijk+€ijk;
p=1
Qp

Nivel 2: v, = Z5ququjk + &pjilk; (A.4)
q=1
Spq

Nivel 3: Sy = > BogsLigsk + g
s=1

emque i = 1,2,...,n5, 7 = 1,2,...,mp e k = 1,2,..., K. Aqui, n,; é o nimero de
individuos pertencentes ao j-ésimo “cluster” do nivel 2 pertencente ao k-ésimo “cluster”
do nivel 3; m; é o nimero de “clusters” do nivel 2 pertencentes ao k-ésimo “cluster” do
nivel 3 e K ¢é o total de “clusters” do nivel 3.

Em (A.4), temos que:

Yijr € o valor da varidvel resposta para o i-¢simo individuo pertencente ao j-ésimo “clus-

ter” do nivel 2 que por sua vez pertence ao k-ésimo “cluster” do nivel 3;

Gpijr € o valor da p-ésima varidvel preditora associada ao i-ésimo individuo do j-ésimo

“cluster” do nivel 2 pertencente k-ésimo “cluster” do nivel 3;

Ypjlk € O parametro associado a varidvel G, no j-ésimo “cluster” do nivel 2 contido no

k-ésimo “cluster” do nivel 3;
€k ¢ o erro associado ao valor da varidvel resposta do nivel 1 Yjj;
Tpgjk € 0 valor da g-ésima varidvel preditora associada ao parametro 7,;x;

dpgi € 0 parametro associado a varidvel T, no k-ésimo “cluster”;
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pjlk € 0 erro associado ao parametro 7p;x;

L,qsk € 0 valor da s-ésima varidvel explicativa associada ao parametro dp;
Bpgs € 0 parametro associado a variavel Ly,s;

Upgi ¢ 0 erro associado ao parametro dpq.

Para uma primeira notacao matricial deste modelo, sejam

Gije  Goyk - Gpuj
Gio; Goo; Gpo;
t 125k 227 v P2jk
ij - ()/ljka YQ]]C; . Ynjkjk) njEx1’ G]k = )
Yik = (V1lks Vilk ’YP'k)t ;o €k = (€vjks €24k € ‘k)t 3
jk Jlks "125lks - - -5 "TPjlk) pyqs J gks ©2jks + o Cngrgk) 1
lek 0 c. 0
0 Tyr ... O
T, = ;
0 0 T»r
... ik
- = PX25:1 Qp

em que

ijk = (Tpljk7 TPij7 s ?Tprjk)lep;
0 = (511k; 012k, - - - 751Q1k, 021k, 022k, - - - 752sza -+, OP1k; OP2Kk; - - - ’5PQP’“)t(Z§:1 Qp)x17
t .
Ejk - (§1j|k7 §2j|k7 s 7§P]|k’) Px1’

t .
/8 - (ﬂllla CE a/8115117 61217 o 76125’127 cee 7/8PQP17 ce. ’/BPQPSPQP) (25:1 ZqQ:pl Spq)X17
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Ly O 0
0 Lip O 0
Ly = ’ |
Ligx
o ... ... ... 0 L
i POk ] (r L Qe (E, 552, 510
em que
quk = (qullm qu2k7 s 7ququk)1><5pq
e

I = D11k, - -+, D1Quks Y21k, - -+, Voo - Ipigs - - ,ﬁPka)t(zglep)xl-

Entao, temos

ij = ij")’jk + €k, (A5)
Yix = Tk + &3 (A.6)

Substituindo (A.7) em (A.6) e posteriormente (A.6) em (A.5), obtemos
Y = G [Tjn(LeB + On) + &l + €1 = G Tl B + G Ty + Gy i + €
Assim, temos o modelo dado por
Y = X8 + Zjrbji + €1,

em que Xj; = G TjrLi, Zj, = [GjT)r|Gjx] € bji, = (19’,;,52-,6)? Caso alguns dos para-
metros 7,;1’s sejam considerados fixos para quaisquer valores de p = 1,2,..., P (ou seja,
&pjk = 0 para estes parametros e consequentemente v, = 0 para todo p cujos parametros

Ypjlk’s 830 fixos e para todo ¢ =1,2,...,@Q),), temos o modelo dado por

Y = X8 + Z3:bl + €i,
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em que Z% = [G;;T};|G,], sendo G a matriz G sem a p-ésima coluna e T, é a matriz
Tjx sem as colunas que contém os valores das varidveis Tpijx, Tpojk, - - -, Tpo,jk, Para todos
os valores de p cujos parametros ,;x’s sao fixos. O vetor b}y, é obtido rearranjando o vetor
b;i de modo que os efeitos referentes aos parametros considerados fixos sejam omitidos,
de forma andloga ao caso do modelo multinivel com dois niveis. No caso de apenas alguns
dos parametros d,4’s serem considerados fixos para quaisquer valores de p = 1,2,..., P
eq=12,...,0Q, (ou seja, Uy, = 0 para os valores de p e ¢ tais que 0s J,4's sejam

considerados fixos), temos o modelo dado por

ij = Xjk,g + Z;kb;k + €k,

em que Z% =[G TGy, sendo T, a matriz T, sem as colunas que contém os valores
das varidveis Tk, para todos os valores de p e ¢ tais que os parametros d,4’s sejam fixos.

O vetor b, ¢ obtido de forma andloga ao vetor b%;.

Fazendo
[ Gy O ... O ]
Yi= (Y0 Yo, .. annkk)t(Z;ﬁ:klnjk)Xl; Gy = 0 Gu o 0
0 ... 0 Gk L e )
Yk = (’th»’)’;ka e ”ankk’)t(Pmk)xl; € = (Eikv ng, cee Efnkk)t(zgn:klnjk)xﬁ

Tk = [T§k|T§k’ ce ‘Tfﬂkk]t(Pmk)x(Z;;l Qp); €k = (éﬁk? £§ka s 7£fnkk)t(pmk)><la

Temos o modelo dado por

Yy = Gy + € (A.8)
¥ = Tior + &;; (A.9)
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Substituindo (A.10) em (A.9) e posteriormente (A.9) em (A.8), obtemos
Yi = Gp[Ti(LiB + 9%) + &) + & = G TiLiB + Gy Ty + Giéy, + €.
Assim, temos o modelo dado por
Y, = Xu + Zuby + €,

em que X, = GyTyLy, Zip = [GrTi|Gi] e by = (9%, &), Para o caso de alguns dos
parametros em 7, e/ou em dj serem fixos, as matrizes Z;" ou Z; sao obtidas através das
matrizes Z7; e Z7; respectivamente, bem como os vetores by" ou by, através dos vetores
bj;. e b}, respectivamente, para j =1,2,... ,my e para bk =1,2,... K.

Para obter a notacao matricial considerando os K “clusters” referentes ao nivel 3,

temos

ot o\t )
Y — <Y17Y27 . e )YK> (Zé{:l Z;n:kl njk:)X]'7

G, 0 ... 0
0 Gy, ... O
G’ — )
0 ... 0 G
: B (sl s )< (P )
Y= (737’7;7 s 773{)t(PZ£<:1 mk)xl; € = (Eia 6;7 R 63{)t(ZkK:1 Z;ﬂ:’vl '”«jk)Xl;
T, 0 ... 0
0 Ty, ... O
T = :
0 ... 0 Tg

- - (P Zf:l my) X (K 25:1 Qp)

0= (6?[7 g? e 753{)t(K25:1 Qp)x17 §= (537 €t27 S 753{)t(szKzl my)x 13

. t t t 1t .
L = [Lj|Ly|. . . [Li] (KX Q)X (SF Y27, 5,4)

19 - (197;7 19;7 st 7"‘93(')t(K25:1 QP)XI‘
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Assim, obtemos

Y =Gy +¢ (A.11)
§=L3+9. (A.13)

Substituindo (A.13) em (A.12) e posteriormente (A.12) em (A.11), obtemos

Y =G[T(LB+9)+ & +e=GTLB + GTY + GE + €.

Assim, temos o modelo dado por

Y = X3+ Zb+e,

em que X = GTL, Z = [GT|G] e b = (¢",¢")!. Também no caso de parametros consi-
derados fixos em 7 e 8, podemos obter as matrizes Z™ ou Z* a partir das matrizes Z;* e

Z; respectivamente e os vetores b** ou b* podem ser obtidos a partir dos vetores by e by,

respectivamente, para k =1,2,..., K.
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