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1.4 Distribuições de contornos eĺıpticos . . . . . . . . . . . . . . . . . . . 5

2 Modelo misto aditivo semiparamétrico de

contornos eĺıpticos 11
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3.2 Critério da verossimilhança penalizada . . . . . . . . . . . . . . . . . . 23

3.2.1 Função de penalidade . . . . . . . . . . . . . . . . . . . . . . 25

3.2.2 Logaritmo da função de verossimilhança penalizada . . . . . . . 27

3.3 Função escore penalizada . . . . . . . . . . . . . . . . . . . . . . . . 28

3.4 Matriz de informação de Fisher penalizada . . . . . . . . . . . . . . . 31

3.5 Processo de estimação . . . . . . . . . . . . . . . . . . . . . . . . . . 33

3.5.1 Efeitos fixos . . . . . . . . . . . . . . . . . . . . . . . . . . . 35
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Agradeço às Universidades de Valparáıso e de São Paulo por me oferecer a

oportunidade de obter a minha formação acadêmica, e o apoio financeiro da CA-

PES e CNPq durante o desenvolvimento deste trabalho. Finalmente, agradeço a

todos aqueles que colaboraram de uma forma ou de outra para a realização deste

trabalho.

São Paulo, Brasil

14 de Setembro de 2009 G.M.I.P.

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



xi

Resumo

Neste trabalho estendemos os modelos mistos semiparamétricos propostos por

Zhang et al. (1998) para uma classe mais geral de modelos, a qual denominamos

modelos mistos aditivos semiparamétricos com erros de contornos eĺıpticos. Com

essa nova abordagem, flexibilizamos a curtose da distribuição dos erros possibili-

tando a escolha de distribuições com caudas mais leves ou mais pesadas do que

as caudas da distribuição normal padrão. Funções de verossimilhança penalizadas

são aplicadas para a obtenção das estimativas de máxima verossimilhança com

os respectivos erros padrão aproximados. Essas estimativas, sob erros de caudas

pesadas, são robustas no sentido da distância de Mahalanobis contra observações

aberrantes. Curvaturas de influência local são obtidas segundo alguns esquemas

de perturbação e gráficos de diagnóstico são propostos. Exemplos ilustrativos são

apresentados em que ajustes sob erros normais são comparados, através das me-

todologias de sensibilidade desenvolvidas no trabalho, com ajustes sob erros de

contornos eĺıpticos.
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Abstract

In this work we extend the models proposed by Zhang et al. (1998) to a more

general class of models, know as semiparametric additive mixed models with

elliptical errors in order to allow distributions with heavier or lighter tails than the

normal ones. Penalized likelihood equations are applied to derive the maximum

likelihood estimates which appear to be robust against outlying observations in

the sense of the Mahalanobis distance. In order to study the sensitivity of the

penalized estimates under some usual perturbation schemes in the model or data,

the local influence curvatures are derived and some diagnostic graphics are propo-

sed. Motivating examples preliminary analyzed under normal errors are reanalyzed

under some appropriate elliptical errors. The local influence approach is used to

compare the sensitivity of the model estimates.

Germán Ibacache Pulgar Universidade de São Paulo, Brasil
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Rn Espaço Euclideano n-dimensional

A ∈ Rn×p Matriz real de ordem (n× p)

A−1 Inversa da matriz A

AT Transposta da matriz A

rg(A) Posto da matriz A

|A| Determinante da matriz A

tr{A} Traza da matriz A

‖a‖ Norma do vetor a

X,Z,D,V,Σ, . . . Matrizes reais

x,y, z,b, . . . Vetores (aleatórios ou de constantes)
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7.26 Gráficos normais de Probabilidades das distâncias transformadas

sob os modelos normal e t-Student com 9 graus de liberdade ajus-

tados aos dados sobre pressão ocular. . . . . . . . . . . . . . . . . . 135
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tornos eĺıpticos. c é uma constante de normalização. . . . . . . . . . 8

3.1 Expressões das quantidades vi para algumas distribuições eĺıpticas. . 30
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7.5 Estimativas de máxima verossimilhança penalizada para os modelos

normal e t-Student multivariado com ν = 7 graus de liberdade

ajustados aos dados de glucose. . . . . . . . . . . . . . . . . . . . . 125

7.6 Valores estimados do logaritmo da função de verossimilhança penalizada
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Caṕıtulo 1

Introdução

1.1 Motivação

É sabido que os modelos estat́ısticos permitem incorporar relações matemáticas

existentes entre dados e parâmetros de interesse. As formas mais simples dessas

relações são a linearidade e a suposição paramétrica. Os modelos mistos são um

exemplo de tais modelos e são considerados uma ferramenta poderosa na modela-

gem estat́ıstica devido à sua flexibilidade para modelar a estrutura de variância-

covariância entre e intraunidades amostrais, à sua capacidade de tratar com dados

balanceados como desbalanceados, e à disponibilidade de pacotes confiáveis para o

ajuste desses modelos. Esses modelos são frequentemente utilizados em pesquisas

relacionadas com esquemas de amostragem longitudinal, espacial e hierárquico, e

caracterizam-se por levar em consideração uma estrutura linear entre seus com-

ponentes (efeitos fixos e aleatórios) e assumir que os efeitos fixos contribuem de

maneira paramétrica no valor esperado da variável resposta. Uma extensa teoria

para o caso normal é apresentada em detalhe em Verbeke e Molenberghs (2001).

Porém, diversos trabalhos da literatura mostram que muitas vezes a suposição

paramétrica imposta sobre os modelos mistos não é apropriada, principalmente

quando existem covariáveis que podem contribuir de maneira não paramétrica.

Em tais casos, alguns autores têm proposto quantificar os efeitos dessas covariáveis

através de funções arbitrárias. Essa situação tem motivado o desenvolvimento de
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modelos mais flex́ıveis, como por exemplo, os modelos mistos estocásticos semi-

paramétricos para dados longitudinais e os modelos mistos aditivos generalizados.

Especificamente, os modelos mistos estocásticos semiparamétricos permitem mode-

lar o valor esperado da variável resposta através de uma função arbitrária do tempo

e de funções paramétricas das covariáveis, e flexibilizar a estrutura de variância-

covariância incorporando processos estocásticos estacionários e não estacionários

para modelar a correlação serial (Zhang et al., 1998). Por sua parte, os modelos

mistos aditivos generalizados usam funções não paramétricas aditivas para mode-

lar os efeitos das covariáveis e efeitos aleatórios para modelar a superdispersão e a

correlação (Lin e Zhang, 1999).

Devido ao evidente surgimento de novos planejamentos para representar fenô-

menos cada vez mais complexos, surge a necessidade de construir modelos que

possam levar em consideração as diversas caracteŕısticas desses estudos. Neste

trabalho propomos uma nova classe de modelos a qual denominamos modelos mis-

tos aditivos semiparametricos de contornos eĺıpticos. Esses modelos constituem

uma alternativa muito atrativa para explicar a dependência das medidas intrauni-

dades amostrais através dos efeitos das variáveis explicativas que podem contribuir

tanto de maneira paramétrica quanto de maneira não paramétrica. Além disso,

esses modelos têm a flexibilidade de estender a classe dos erros para outras distri-

buições eĺıpticas além da distribuição normal, e acomodar observações aberrantes

através de distribuições com caudas mais pesadas do que a normal. Portanto, a

principal contribuição deste trabalho é propor uma nova classe de modelos, de-

senvolver processos de estimação e inferência para os parâmetros e métodos de

diagnóstico.

Embora seja bastante conhecida a robustez das estimativas de máxima verossi-

milhança dos modelos eĺıpticos paramétricos contra observações aberrantes, a ex-

tensão para modelos semiparamétricos ainda não foi estudada e é um dos objetivos

deste trabalho. Contudo, de forma similar ao caso paramétrico, essa robustez não

é diretamente estendida quando perturbações são aplicadas no modelo ou nos da-

dos. Assim, estudos de sensibilidade são importantes e devem ser considerados
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em modelos de contornos eĺıpticos. Dessa forma, aplicamos a metodologia de in-

fluência local aos modelos mistos aditivos semiparametricos de contornos eĺıpticos

para avaliar a sensibilidade das estimativas de máxima verossimilhança penali-

zada sob algum esquema de perturbação. No trabalho estendemos as metodolo-

gias apresentadas em Zhu et al. (2003) que tratam modelos lineares parciais com

erros normais. Exemplos ilustrativos são apresentados em que ajustes sob erros

normais são comparados, através das metodologias de sensibilidade desenvolvidas

no trabalho, com ajustes sob erros de contornos eĺıpticos.

1.2 Descrição dos objetivos

Os principais objetivos deste trabalho são: (1) estudar os modelos mistos aditi-

vos semiparamétricos sob a classe das distribuições eĺıpticas e (2) aplicar a técnica

de diagnóstico de influência local (Cook, 1986) nessa nova classe de modelos. Neste

trabalho introduzimos as distribuições eĺıpticas nos modelos mistos aditivos se-

miparamétricos assumindo que a distribuição conjunta do vetor de respostas, dos

efeitos aleatórios e dos erros aleatórios segue uma distribuição eĺıptica. Consequen-

temente, obtemos em forma fechada a distribuição marginal do vetor de res-postas

e, a partir dessa distribuição, fazemos inferências e diagnóstico no modelo. Dentro

desse contexto, temos os seguintes objetivos espećıficos:

(i) definir a função de verossimilhança penalizada para os modelos mistos semi-

paramétricos de contornos eĺıpticos e calcular a função escore e a matriz de

informação de Fisher para os parâmetros envolvidos no modelo;

(ii) propor e implementar em um ambiente computacional um método para es-

timar os coeficientes da regressão, as funções não paramétricas, e os compo-

nentes de variância do modelo;

(iii) derivar as ferramentas necessárias para o procedimento de influência local,

tais como, a matriz de informação observada e a matriz de perturbações sob

diferentes esquemas de perturbação;
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(iv) particularizar os resultados descritos em (i)-(iii) para o modelo linear parcial

t-Student univariado e o modelo misto semiparamétrico t-Student multivaria-

do; e,

(v) avaliar a capacidade do método de influência local para detectar observações

influentes, através de três aplicações com dados reais.

1.3 Organização dos caṕıtulos

Este trabalho de tese é organizado da seguinte maneira. O Caṕıtulo 2 visa

descrever as caracteŕısticas essenciais do modelo misto aditivo semiparamétrico

eĺıptico. O Caṕıtulo 3 descreve em detalhes a idéia e os elementos fundamen-

tais para construir um procedimento adequado que permita estimar todos os

parâmetros envolvidos no modelo misto aditivo semiparamétrico eĺıptico. Especifi-

camente, definimos o logaritmo da função de verossimilhança penalizada e calcula-

mos a função escore e a matriz de informação de Fisher. A partir desses resultados,

constrúımos um processo iterativo para estimar os coeficientes da regressão, as

funções não paramétricas, e os componentes de variância. Já no final do caṕıtulo

discutimos o problema de estimação dos efeitos aleatórios e do parâmetro de sua-

vização, e a seleção de modelos. O Caṕıtulo 4 traz o desenvolvimento do método

de influência local para os modelos mistos aditivos semiparamétricos eĺıpticos que

são, por sua vez, aplicados nos caṕıtulos seguintes a dados reais. Nesse contexto,

derivamos a curvatura normal considerando diferentes esquemas de perturbação.

Os Caṕıtulos 5 e 6 particularizam os resultados inferenciais e de diagnóstico obtidos

e apresentados nos caṕıtulos anteriores para o modelo linear parcial t-Student uni-

variado e o modelo misto semiparamétrico t-Student multivariado. O Caṕıtulo 7

ilustra os resultados inferenciais e de diagnóstico de influência local através de três

aplicações a conjuntos de dados reais. Por fim, é apresentada no Caṕıtulo 8 uma

discussão sobre os resultados, as principais conclusões e as perspectivas futuras

deste trabalho.
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1.4 Distribuições de contornos eĺıpticos

A fim de introduzirmos os modelos mistos aditivos semiparamétricos de con-

tornos eĺıpticos, apresentamos nesta seção a classe de distribuições de contornos

eĺıpticos e algumas das principais propriedades teóricas requeridas para o desen-

volvimento do presente trabalho. As distribuições de contornos eĺıpticos vêm ocu-

pando um importante e crescente lugar na teoria estat́ıstica, e formam uma classe

generalizada de famı́lias de distribuições que preservam a estrutura simétrica da

distribuição normal. De fato, a distribuição normal é um elemento particular

dessa classe. Além da distribuição normal, outros elementos t́ıpicos na classe

das distribuições de contornos eĺıpticos são, por exemplo, a distribuição normal

contaminada, a distribuição t-Student e a distribuição exponencial potência. Em-

bora o interesse por estas distribuições seja relativamente recente, muitas de suas

propriedades têm sido bem estudadas por diferentes autores; veja, por exemplo,

Fang e Zhang (1990), Fang et al. (1990) e Arellano (1994).

Definição 1.4.1 Diz-se que o vetor aleatório y ∈ Rn (n ≥ 2) segue uma distri-

buição de contornos eĺıpticos se sua função caracteŕıstica tem a forma

ψy(t) = exp{i tT µ} ϕ(tTΣ t) , (1.1)

em que µ ∈ Rn denota o parâmetro de posição, Σ ∈ Rn×n denota o parâmetro

de escala (matriz simétrica e positiva semidefinida), ϕ : Rn → R é uma função

geradora de funções caracteŕısticas, i =
√
−1 e t ∈ Rn.

Se y tem distribuição eĺıptica com função caracteŕıstica dada por (1.1), escreve-

mos y ∼ Eℓn(µ,Σ, ϕ) ou simplesmente y ∼ Eℓn(µ,Σ). Note que isto não significa

que y tenha uma particular distribuição eĺıptica, só indica que sua distribuição

pertence à classe de distribuições eĺıpticas multivariadas. No caso espećıfico em

que µ = 0 e Σ = In, a distribuição de y é denominada de esférica n-variada e

denota-se y ∼ Sn(ϕ). A seguir são apresentadas algumas das principais proprie-

dades das distribuições de contornos eĺıpticos.
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Propriedade 1.4.2 Assuma que y ∼ Eℓn(µ,Σ, ϕ) com rg(Σ) = r < n (posto).

Se o valor esperado e a variância do vetor aleatório y existem, então

(a) E(y) = µ e

(b) Var(y) = κΣ, em que a constante κ > 0 é dada por

κ = −2 ϕ′(0) = −2
dϕ(u)

du

∣∣∣
u=0

, (1.2)

com ϕ(·) sendo a função geradora de funções caracteŕısticas. Em particular, para

a distribuição t-Student, temos que κ = ν/(ν − 2) (ν > 2), em que ν denota os

grau de liberdade da distribuição.

A Propriedade 1.4.2 permite caracterizar os modelos mistos aditivos semipa-

ramétricos de contornos eĺıpticos através dos parâmetros de posição e de escala.

Nesse último caso, podemos observar que a matriz de variância-covariância do ve-

tor aleatório é definida em termos da constante κ que depende diretamente da

distribuição eĺıptica em consideração. Em particular, se y ∼ Sn(ϕ), então κ é a

variância das distribuições marginais univariadas, e se y ∼ Nn(µ,Σ), então κ = 1.

Propriedade 1.4.3 Assuma que y ∼ Eℓn(µ,Σ, ϕ) com rg(Σ) = r < n. Se B é

uma matriz (n×m) e δ é um vetor (m× 1), então

δ + BTy ∼ Eℓm
(
δ + BT µ , BTΣB, ϕ

)
. (1.3)

Em particular, se consideramos a partição

y =

(
y(1)

y(2)

)
, µ =

(
µ(1)

µ(2)

)
e Σ =

(
Σ11 Σ12

Σ21 Σ22

)
, (1.4)

obtemos as seguintes distribuições marginais:

(a) y(1) ∼ Eℓm(µ(1),Σ11, ϕ) e

(b) y(2) ∼ Eℓ(n−m)(µ
(2),Σ22, ϕ).
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Salientamos que a importância da Propriedade 1.4.3 baseia-se principalmente

no fato de que uma transformação linear de um vetor aleatório com distribuição

eĺıptica também segue uma distribuição eĺıptica. Além disso, podemos observar

que cada elemento do vetor aleatório y tem uma distribuição marginal eĺıptica.

Propriedade 1.4.4 Assuma que y ∼ Eℓn(µ,Σ, ϕ) com Σ ≥ 0. Se consideramos

a partição (1.4), temos que

(y(1) | y(2)
0 ) ∼ Eℓm

(
µ1.2,Σ11.2, ϕq(y

(2)
0 )

)
, (1.5)

em que

µ1.2 = µ(1) + Σ12Σ
−1
22 (y

(2)
0 − µ(2)) ,

Σ11.2 = Σ11 − Σ12Σ
−1
22 Σ21 e

q(y
(2)
0 ) = (y

(2)
0 − µ(2))TΣ−1

22 (y
(2)
0 − µ(2)) .

Analogamente,

(y(2) | y(1)
0 ) ∼ Eℓm

(
µ2.1,Σ22.1, ϕq(y

(1)
0 )

)
, (1.6)

em que

µ2.1 = µ(2) + Σ21Σ
−1
11 (y

(1)
0 − µ(1)) ,

Σ22.1 = Σ22 − Σ21Σ
−1
11 Σ12 e

q(y
(1)
0 ) = (y

(1)
0 − µ(1))TΣ−1

11 (y
(1)
0 − µ(1)) .

Em geral, existem situações nas quais o vetor aleatório y não necessariamente

possui uma função densidade. Por exemplo, quando o rg(Σ) = r (< n) (caso

singular), a função densidade não existe em todo o espaço Rn. Porém, sempre

é posśıvel definir a função densidade em um espaço de dimensão menor ou igual

ao posto da matriz de escala. No entanto, se o rg(Σ) = n (caso não singular), a

função densidade existe em relação à medida de Lebesgue sobre todo o espaço Rn.
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Definição 1.4.5 Assumindo que o rg(Σ) = n, temos que a função densidade do

vetor aleatório y assume a forma

fy(y) = |Σ|−1/2 g(u) , (1.7)

em que u = (y−µ)TΣ−1(y−µ) e g é uma função escalar cont́ınua e diferenciável

de R → [0,∞], tipicamente chamada função geradora de densidades, que satisfaz

a condição ∫ ∞

0

u−1/2g(u) du <∞ . (1.8)

Se y tem distribuição eĺıptica com densidade dada por (1.7), escrevemos y ∼
Eℓn(µ,Σ, g) ou simplesmente y ∼ Eℓn(µ,Σ). Na Tabela 1.1 são apresentadas al-

gumas distribuições que pertencem à classe das distribuições eĺıpticas. Nas figuras

1.1-1.3 são apresentados os gráficos das funções densidade e seus correspondentes

contornos, das distribuições normal, t-Student e Cauchy multivariadas .

Tabela 1.1: Algumas distribuições pertencentes à classe das distribuições de con-
tornos eĺıpticos. c é uma constante de normalização.

Distribuição g(u)

Tipo Kotz cuN−1 exp{−rus} r, s > 0 e 2N + n > 2
Normal c exp{−u/2} u ≥ 0
Exponencial Potência c exp{−us/2}
Pearson tipo VII c

{
1 + u

s

}−N
N > n/2 e s > 0

t-Student c
{
1 + u

s

}−(ν+m)/2
m > 0

Cauchy c
{
1 + u

s

}−(ν+1)/2
s > 0

Pearson tipo II c
{
1 − u

}m
m > 0

Loǵıstica c exp{−u}/[1 + exp{−u}]2 u ≥ 0
Mistura de escala c

∫∞

0
t−n/2 exp{−u/2t}dG(t) G(t): f.d.a.
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Figura 1.1: Gráficos da distribuição normal bivariada padrão: densidade conjunta
(a) e contornos da densidade (b).
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Figura 1.2: Gráficos da distribuição t-Student bivariada padrão com 4 graus de
liberdade: densidade conjunta (a) e contornos da densidade (b).
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Figura 1.3: Gráficos da distribuição de Cauchy bivariada padrão: densidade con-
junta (a) e contornos da densidade (b).
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Caṕıtulo 2

Modelo misto aditivo semiparamétrico de

contornos eĺıpticos

Neste caṕıtulo introduzimos o modelo misto aditivo semiparamétrico de contor-

nos eĺıpticos. No ińıcio do caṕıtulo, Seção 1, apresentamos uma discussão sucinta

sobre os principais trabalhos relacionados a esta classe de modelos. Na Seção

2, especificamos o modelo misto aditivo semiparamétrico e listamos alguns casos

particulares. A seguir, na Seção 3, apresentamos o modelo misto aditivo semi-

paramétrico na sua versão matricial. Na Seção 4, definimos os modelos mistos

aditivos semiparamétricos no caso normal. Posteriormente, na Seção 5, definimos

dois enfoques para introduzir as distribuições de contornos eĺıpticos no modelo

misto aditivo semiparamétrico. E no final do caṕıtulo, Seção 6, são apresentadas

algumas das principais conclusões.

2.1 Introdução

Os modelos mistos aditivos semiparametricos de contornos eĺıpticos emergem

como uma ferramenta poderosa na modelagem estat́ıstica devido à sua flexibilidade

para modelar a estrutura de variância-covariância entre e intraunidades amostrais,

modelar a dependência das medidas intraunidades amostrais através dos efeitos

das variáveis explicativas que podem contribuir de maneira paramétrica quanto

de maneira não paramétrica (pelo menos duas variáveis explicativas), à sua ca-
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pacidade de tratar com dados balanceados como desbalanceados, e à flexibilidade

de estender a classe dos erros para outras distribuições eĺıpticas além da distri-

buição normal, permitindo, dessa forma, acomodar observações aberrantes através

de distribuições com caudas mais pesadas do que a distribuição normal. Tais mo-

delos são frequentemente utilizados em pesquisas relacionadas com esquemas de

amostragem longitudinal, espacial e hierárquico.

Alguns trabalhos relacionados com o modelo misto aditivo semiparamétrico

são descritos a seguir. Hastie e Tibshirani (1986) introduzem o modelo aditivo

no contexto dos modelos lineares generalizados. Nesse modelo, a função linear

dos preditores é substitúıda por uma soma de funções arbitrárias que, usualmente,

é estimada através de algum procedimento de suavização; veja também Hastie

e Tibshirani (1993). Recentemente, Rigby e Stasinopoulos (2005) propuseram

uma nova classe de modelos aditivos generalizados, em que a suposição de famı́lia

exponencial é relaxada e substitúıda por uma famı́lia de distribuições mais geral.

Uma das vantagens desse modelo é que sua parte sistemática permite modelar,

além da sua média, funções não paramétricas.

Lin e Zhang (1999) propuseram o modelo misto aditivo generalizado, o qual

corresponde a uma extensão do modelo misto generalizado tratado por Breslow e

Clayton (1993). Tais modelos são úteis na análise de dados com medidas repetidas

quando a variável resposta pertence à famı́lia exponencial. Algumas aplicações do

modelo misto aditivo generalizado podem ser encontradas em Parise et al. (2001)

e Fahrmeir e Lang (2001). Wang (1998) propõe o modelo misto não paramétrico

como uma famı́lia mais geral de modelos não paramétricos (veja também Gu e

Ma, 2005). Outros trabalhos relacionados aos modelos semiparamétricos podem

ser encontrados em Heckman (1986), Speckman (1988) e Green e Silverman (1994).
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2.2 Especificação do modelo

Seja yij (i = 1, . . . , n ; j = 1, . . . , mi) a j-ésima medição associada ao i-ésimo

grupo. O modelo misto aditivo semiparamétrico (MMAS) assume a seguinte forma:

yij = xT
ijβ + zT

ijbi + f1(t1ij
) + . . .+ fs(tsij

) + εij , (2.1)

em que xij , zij e tki
= (tki1

, . . . , tkimi
)T (k = 1, . . . , s) são, respectivamente, vetores

(p × 1), (q × 1) e (mi × 1) que contêm valores de variáveis explicativas; β é um

vetor (efeitos fixos) de parâmetros desconhecido; bi é um vetor de variáveis latentes

(q×1), comumente denominadas efeitos aleatórios, que refletem o comportamento

individual do i-ésimo grupo; fk é uma função univariada arbitrária ”suave” que

quantifica o efeito da k-ésima variável explicativa que contribui de maneira não

paramétrica sobre a variável resposta yij ; e εij é um erro aleatório não observado.

Os efeitos fixos do modelo (2.1) são usados para modelar o valor esperado de yij

e estão representados pelos componentes paramétrico e não paramétrico, respecti-

vamente, associados ao coeficiente de regressão β, que pertence a um espaço Eucli-

diano finito dimensional (usualmente Rp), e às funções fk (k = 1, . . . , s), que per-

tencem a um espaço infinito dimensional. Neste caso, as funções fk (k = 1, . . . , s)

são consideradas como parâmetros com respeito ao valor esperado de yij e no pro-

cesso de estimação deve-se especificar o espaço ao qual pertencem. Essa escolha

tipicamente depende do domı́nio da função, de algum conhecimento a priori da

forma da função, de restrições para garantir a identificabilidade, ou simplesmente

de alguma aplicação espećıfica. Por sua parte, os efeitos aleatórios são incorpora-

dos para modelar a estrutura de variância-covariância.

A natureza semiparamétrica do modelo (2.1), com respeito aos modelos pa-

ramétricos e não paramétricos, oferece maior flexibilidade na modelagem de relações

complexas entre a variável yij e as covariáveis, mantendo uma relação funcional

linear entre seus componentes. Alguns casos particulares do modelo (2.1) tem

sido estudado por vários e na maioria desses casos os resultados inferenciais e de

diagnóstico baseiam-se na distribuição normal. Alguns exemplos são dados abaixo.
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Modelo misto semiparamétrico

Quando s = 1 e ǫij = ui(tij) + εij (i = 1, . . . , n ; j = 1, . . . , mi), com ui(t)

sendo um processo estocástico independente de εij, o modelo (2.1) corresponde ao

modelo misto semiparamétrico apresentado por Zhang et al. (1998) e assume a

forma

yij = xT
ijβ + zT

ijbi + f(tij) + ui(tij) + εij , (2.2)

em que os efeitos aleatórios e os erros aleatórios seguem uma distribuição normal e

os processos estocásticos são definidos como um processo gaussiano. Em particular,

quando bi = 0, o modelo (2.2) reduz-se ao modelo semiparamétrico proposto por

Zeger e Diggle (1994), em que os erros aleatórios seguem uma distribuição normal

e os processos estocásticos são definidos como processos gaussianos estacionários.

Modelo misto não paramétrico

Quando s = 1 e β = 0, o modelo (2.1) reduz-se ao modelo misto não pa-

ramétrico proposto por Wang (1998). Nesse caso, o modelo assume a forma

yij = zT
ijbi + f(tij) + ǫij , (2.3)

(i = 1, . . . , n ; j = 1, . . . , mi) em que os erros aleatórios e os efeitos aleatórios

seguem uma distribuição normal.

Modelo misto

No caso em que fk(·) = 0 ( k = 1, . . . , s), o modelo (2.1) reduz-se ao modelo

misto proposto por Laird e Ware (1982). Nesse caso, o modelo é dado por

yij = xT
ijβ + zT

ijbi + ǫij , (2.4)

(i = 1, . . . , n ; j = 1, . . . , mi) em que os efeitos aleatórios e os erros aleatórios se-

guem uma distribuição normal. Osorio (2006) estende o modelo (2.4) para a classe

de distribuições eĺıpticas e desenvolve a técnica de influência local. Lindstrom e

Bates (1990) estendem esse modelo para o caso não linear, e posteriormente Ke e

Wang (2001) introduzem o modelo misto não linear semiparamétrico.
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Modelo linear parcial

Quando s = 1 e bi = 0 (i = 1, . . . , n), o modelo (2.1) reduz-se ao modelo linear

parcial para dados longitudinais. Nesse caso, o modelo assume a forma

yij = xT
ijβ + f(tij) + ǫij , (2.5)

(j = 1, . . . , mi) em que os erros aleatórios seguem uma distribuição normal. Note

que para mi = 1 (i = 1, . . . , n), o modelo reduz-se ao modelo linear parcial discu-

tido por Heckman (1986), Speckman (1988) e Green e Silverman (1994).

Modelo aditivo

Quando β = 0 e bi = 0 (i = 1, . . . , n), o modelo (2.1) reduz-se ao modelo

aditivo discutido, por exemplo, em Buja et al. (1989). Nesse caso, o modelo é

dado por

yij =

s∑

k=1

fk(tkij
) + ǫij , (2.6)

(j = 1, . . . , mi) em que ǫij são erros aleatórios com média 0 e variância σ2. Veja

outros detalhes referentes aos modelos aditivos em Hastie e Tibshirani (1990).

2.3 Representação matricial

Seja yi = (yi1, . . . , yimi
)T o vetor aleatório de respostas observadas (mi × 1)

para o i-ésimo grupo (i = 1, . . . , n ; j = 1, . . . , mi). Então, o modelo (2.1) pode ser

expresso em forma matricial da seguinte maneira:

yi = Xiβ + Zibi + N1if1 + N2if2 + . . .+ Nsifs + ǫi

= Xiβ + Zibi +
s∑

k=1

Nkifk + ǫi , (2.7)

em que Xi é uma matriz de planejamento (mi×p), com linhas xT
ij ; Zi é uma matriz

de planejamento (mi × q) associada aos efeitos aleatórios, com linhas zT
ij ; fk é um

vetor de parâmetros (rk × 1) (efeitos fixos não paramétricos) definido na forma
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fk =




fk(t
0
k1

)
...

fk(t
0
krk

)


 =




ζk1

...

ζkrk


 ,

em que t0
kg

(k = 1, . . . , s ; g = 1, . . . , rk) representam os valores ordenados e dis-

tintos da variável explicativa tkij
(i = 1, . . . , n ; j = 1, . . . , mi); Nki é a matriz de

incidência (mi×rk) associada ao i-ésimo grupo e k-ésima variável explicativa, cujo

elemento (j, g)-ésimo é igual à função indicadora I(tkij
= t0

kg
) (j = 1, . . . , mi ; g =

1, . . . , rk); e ǫi = (ǫi1, . . . , ǫmi
)T é um vetor de erros aleatórios (mi × 1) não ob-

serváveis. Note que a conexão entre os vetores tki
e t0

k = (t0
k1
, . . . , t0

krk
)T recupera-se

através da matriz de incidência Nki (k = 1, . . . , s), a qual pode ser constrúıda da

mesma forma como é constrúıda a matriz de incidência apresentada por Green e

Silverman (1994) na Seção 4.3.1. Veja um exemplo no Apêndice A.

2.4 Modelo normal

No contexto dos modelos mistos clássicos tipicamente assume-se uma formulação

hierárquica em que os erros aleatórios e os efeitos aleatórios são independentes e

cada um tem distribuição normal. Analogamente, podemos introduzir um enfoque

hierárquico para o modelo misto aditivo semiparamétrico (2.7) na forma





yi | bi ∼ Nmi

(
Xiβ + Zibi +

∑s
k=1 Nkifk,Vi

)
,

bi ∼ Nq(0,D) e

ǫi ∼ Nmi
(0,Vi) ,

(2.8)

em que bi e ǫi são independentes. Consequentemente, temos que a distribuição

conjunta do vetor aleatório (yT
i ,b

T
i , ǫ

T
i )T assume a forma




yi

bi

ǫi


 ∼ Nm∗

i








Xiβ +
∑s

k=1 Nkifk

0

0


 ,




ZiDZT
i + Vi ZiD Vi

DZT
i D 0

Vi 0 Vi







,
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em que m∗
i = mi + q +mi. Assim, a inferência clássica é, usualmente, baseada na

função de verossimilhança penalizada (isto será discutido em detalhe no caṕıtulo

seguinte no contexto das distribuições de contornos eĺıpticos) do modelo marginal

yi ∼ Nmi

(
Xiβ +

s∑

k=1

Nkifk, ZiDZT
i + Vi

)
. (2.9)

Sob o enfoque hierárquico as matrizes D (q × q) e Vi (mi × mi) devem ser

matrizes quadradas positivas definidas, uma vez que representam às matrizes de

variância-covariância dos vetores aleatórios bi e ǫi, respectivamente. Por outro

lado, no modelo marginal (2.9) apenas a matriz ZiDZT
i +Vi deve ser positiva defi-

nida e portanto podemos considerar situações em que os componentes de variância

da matriz D sejam negativos. Em geral, a decisão sobre qual modelo adotar de-

pende diretamente da interpretação do problema em consideração. Contudo, a

distribuição normal, sendo a mais utilizada na modelagem de muitos fenômenos,

tem sido criticada por fornecer estimativas de máxima verossimilhança senśıveis

a observações aberrantes. A fim de acomodar tais observações, que eventual-

mente podem ser influentes nas conclusões finais de um estudo particular, diversos

autores têm sugerido o uso das distribuições de contornos eĺıpticos. Essas

distribuições, além de permitir estender os modelos já desenvolvidos sob erros nor-

mais, permitem acomodar as observações aberrrantes através de distribuições com

caudas mais leves ou mais pesadas do que as caudas da distribuição normal.

2.5 Modelo eĺıptico

A questão principal, agora, é como definir um modelo misto aditivo semipa-

ramétrico na classe das distribuições eĺıpticas. Em geral há na literatura basica-

mente duas abordagens que têm sido consideradas para o caso paramétrico. Por

um lado, podemos usar uma representação hierárquica eĺıptica da mesma forma

que no modelo normal. Nesse caso, o modelo (2.7), definido desde o ponto de vista

hierárquico, supõe que
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yi | bi ∼ Eℓmi

(
Xiβ + Zibi +

∑s
k=1 Nkifk,Vi

)
,

bi ∼ Eℓq(0,D) e

ǫi ∼ Eℓmi
(0,Vi) ,

(2.10)

em que D (q × q) e Vi (mi × mi) são matrizes de escala positivas definidas,

respectivamente. Porém, a representação (2.10) tem a desvantagem, em relação

à representação hierárquica no caso normal, que a distribuição conjunta do ve-

tor aleatório (yT
i ,b

T
i , ǫ

T
i )T não necessariamente pertence à classe das distribuições

eĺıpticas, dificultando, dessa forma, a obtenção da distribuição marginal de yi.

Para os modelos mistos aditivos semiparamétricos com erros assumindo distri-

buição t-Student multivariada, podemos considerar a representação hierárquica

em dois estágios proposta por Pinheiro et al. (2001). Neste caso, é feita uma

composição da distribuição normal e gama para obter uma distribuição t-Student

multivariada; especificamente,

yi | (bi, υi) ∼ Nmi

(
Xiβ + Zibi +

s∑

k=1

Nkifk,
1

υi
Vi

)
,

bi | υi ∼ Nq

(
0,

1

υi
D

)
e

υi ∼ Gama

(
νi

2
,
νi

2

)
,

em que Gama(ζ1, ζ2) denota a distribuição gama com parâmetros ζ1 e ζ2. Essa

representação hierárquica implica que

yi ∼ tmi

(
Xiβ +

s∑

k=1

Nkifk , ZiDZT
i + Vi , νi

)
,

em que νi (i = 1, . . . , n) representa o número de graus de liberdade da distri-

buição t-Student e Inserido nesse contexto, podemos estimar os efeitos fixos e

aleatórios adaptando o processo de estimação (baseado no algoritmo EM) proposto

por Pinheiro et al. (2001). Note que no caso da distribuição t-Student, a repre-
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sentação hierárquica descrita acima não apresenta grandes dificuldades anaĺıticas,

enquanto para outras distribuições pertences à classe das distribuições de contor-

nos eĺıpticos, a obtenção da distribuição marginal de yi não é simples e pode ser

necessário utilizar procedimentos de integração numérica. Uma forma posśıvel de

fazer frente a essa dificuldade é assumir, inicialmente, que




yi

bi

ǫi


 ∼ Eℓm∗

i








Xiβ +
∑s

k=1 Nkifk

0

0


 ,




ZiDZT
i + Vi ZiD Vi

DZT
i D 0

Vi 0 Vi








.

(2.11)

em que m∗
i = mi + q +mi. A representação (2.11) é bastante conveniente desde o

ponto de vista anaĺıtico, porém possui a desvantagem de que os efeitos aleatórios

não têm a mesma interpretação dos efeitos fixos como no caso hierárquico. Note

que neste caso os vetores aleatórios bi e ǫi são não correlacionados, mas não

necessariamente independentes, com exceção do caso normal, e a distribuição mar-

ginal de yi pode ser obtida sem precisar de métodos de integração numérica. Com

efeito, usando a Propriedade 1.4.3 apresentada no inicio deste trabalho, podemos

mostrar que os vetores yi (i = 1, . . . , n) seguem uma distribuição marginal na

forma (veja a prova deste resultado no Apêndice B)

yi ∼ Eℓmi

(
µi , Σi

)
, (2.12)

cuja função densidade associada assume a forma

fy(yi) = |Σi|−1/2 g(δi) , (2.13)

em que g(·) é a função geradora de densidades que satisfaz a condição (1.8) e

δi = (yi − µi)
TΣ−1

i (yi − µi) é a distância de Mahalanobis, com µi = Xiβ +
∑s

k=1 Nkifk sendo o vetor de posição (mi×1) e Σi = ZiDZT
i +Vi a matriz de escala

(mi×mi) positiva definida. Vamos, a partir de agora, denominar o modelo definido

por (2.7) e (2.12) modelo misto aditivo semiparamétrico de contornos eĺıpticos ou

simplesmente modelo misto aditivo semiparamétrico eĺıptico (MMASE).
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O problema de identificabilidade do modelo MMASE, usualmente gerado pela

superdispersão das funções não paramétricas fk (k = 1, . . . , s) conjuntamente com

os demais parâmetros, é um aspecto que deve ser considerado com muita atenção.

Na prática, podemos obter a identificabiliade do modelo (a) impondo condições

sobre as funções fk (k = 1, . . . , s), (b) incorporando condições à distribuição dos

efeitos aleatórios, ou pela combinação de (a) e (b). Uma interessante discussão

referente ao problema de identificabilidade no contexto dos modelos mistos não

lineares semiparamétricos é apresentada por Ke e Wang (2001).

2.6 Conclusões do caṕıtulo

Neste caṕıtulo foi apresentado o modelo misto aditivo semiparamétrico na

classe das distribuições de contornos eĺıpticos. Assumindo que o vetor de respos-

tas, o vetor dos efeitos aleatórios e o vetor dos erros aleatórios de cada grupo segue

uma distribuição conjunta eĺıptica, derivamos a distribuição marginal do vetor de

respostas e sua correspondente função densidade. Nesse contexto, destacamos o

fato de que o modelo marginal (2.12) preserva a média do modelo hierárquico

(2.11).
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Caṕıtulo 3

Estimação de máxima verossimilhança

penalizada

Neste caṕıtulo abordamos o problema de estimação dos parâmetros envolvidos no

modelo misto aditivo semiparamétrico eĺıptico. A Seção 1 apresenta uma breve

discussão dos principais trabalhos relacionados à estimação e inferência em modelos

semiparamétricos. A Seção 2 define o critério que será usado para estimar os

parâmetros do modelo; especificamente, discute-se o método da função penalizada

e define-se o logaritmo da função de verossimilhança penalizada. As Seções 3 e 4

contêm a função escore e a matriz de informação de Fisher, respectivamente. A

Seção 5 dá ińıcio à apresentação do procedimento de estimação dos parâmetros.

A Seção 6 apresenta uma interessante reparametrização do modelo misto aditivo

semiparamétrico. As Seções 7 e 8 apresentam, respectivamente, uma discussão

sobre os principais procedimentos de estimação dos parâmetros de suavização e de

seleção de modelos. Por fim, discutimos em linhas gerais na Seção 9 os principais

resultados do caṕıtulo.

3.1 Introdução

O problema de estimação no contexto dos modelos mistos aditivos semiparamé-

tricos eĺıpticos ainda não foi discutido na literatura. No entanto, vários autores

já consideraram o problema de estimação para alguns casos particulares. Por
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exemplo, no contexto dos modelos lineares parcias (MLP), Heckman (1986) estima

o coeficiente de regressão e a função não paramétrica baseado no critério da ve-

rossimilhança penalizada, e mostra que o estimador da função não paramétrica é

uma spline cúbica natural; veja também Engle et al. (1986) e Rice (1986). Green

(1987) estima os efeitos paramétricos e os efeitos não paramétricos baseados no

critério da verossimilhança penalizada, e sugere resolver as equações de estimação

através do processo iterativo de Newton-Raphson ou escore de Fisher. Além disso,

Green estabelece algumas condições sobre o modelo para obter a convergência do

processo. Speckman (1988) apresenta um método para estimar o coeficiente de

regressão e a função não paramétrica baseado em um procedimento de suavização

de kernel. Robinson (1988) estuda o problema de estimação do coeficiente de

regressão e observa que esse estimador é inconsistente quando a função não pa-

ramétrica não é parametrizada corretamente. Além disso, Robinson propõe um

estimador de mı́nimos quadrados
√
n-consistente para o coeficiente de regressão.

Opsomer e Ruppert (1999) propõem um estimador backfitting
√
n-consistente para

o coeficiente de regressão do modelo MLP.

Zeger e Diggle (1994) propõem um estimador para a função não paramétrica

baseado no procedimento de suavização de kernel. Por sua parte, Zhang et al.

(1998) derivam o estimador do coeficiente de regressão e da função não paramétrica

a partir da verossimilhança penalizada, e mostram que o estimador da função não

paramétrica conduz a uma spline cúbica natural. Além disso, eles estimam os

componentes de variância e o parâmetro de suavização simultaneamente usando

a verossimilhança restrita. Entretanto, os efeitos aleatórios são estimados através

de estimadores emṕıricos de Bayes. Lin e Zhang (1999) estimam as funções não

paramétricas a partir do logaritmo da quase-verossimilhança penalizada e mos-

tram que tais estimadores formam uma spline cúbica natural. Além disso, eles

estimam os componentes de variância e o parâmetro de suavização simultanea-

mente baseados na quase-verossimilhança marginal. Fahrmeir e Lang (2001) es-

tudam o modelo misto aditivo generalizado desde o ponto de vista bayesiano e

usam o procedimento MCMC para gerar amostras das distribuições a posteriori e
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assim estimar a média a posteriori, as medianas, e as bandas de confiança para os

quartis. Hastie e Tibshirani (1986) usam o algoritmo escore local para ajustar o

componente aditivo de um modelo aditivo generalizado e ilustram tal procedimento

usando dados de respostas binárias e dados de sobrevivência; veja também Has-

tie e Tibshirani (1987). Hastie e Tibshirani (1993) estudam os modelos aditivos

generalizados em que os coeficientes de regressão variam suavemente de acordo

com o valor de outras covariáveis, e mostram, baseados no critério de mı́nimos

quadrados penalizados, que os estimadores das funções não paramétricas formam

uma spline cúbica natural. Berhane e Tibshirani (1998) usam o processo iterativo

de Newton Raphson para maximizar a quase-verossimilhança penalizada e o algo-

ritmo backfitting para estimar as funções não paramétricas em um modelo aditivo.

Recentemente, Rigby e Stasinopoulos (2005) usam o processo de Newton-Raphson

para ajustar um modelo aditivo generalizado para posição, escala e forma, baseados

no critério da verossimilhança penalizada.

3.2 Critério da verossimilhança penalizada

Por simplicidade, neste trabalho, vamos assumir que as matrizes de escala D e

Vi independem dos parâmetros β e fk (k = 1, . . . , s), e que dependem apenas de um

número finito de parâmetros (desconhecidos); isto é, vamos assumir que D = D(λ)

e Vi = Vi(γ) são matrizes parametrizadas pelos vetores λ ∈ Rdλ e γ ∈ Rdγ ,

respectivamente (veja em Hand e Crowder, 1996 e Banerjee e Frees, 1997 algumas

estruturas para a matriz Vi. Dessa forma, o vetor de parâmetros a ser estimado no

modelo misto aditivo semiparamétrico eĺıptico será θ = (βT , fT
1 , . . . , f

T
s ,λ

T ,γT )T

cujo espaço paramétrico associado é dado por

Θ =
{
θ ∈ Rp∗| β ∈ Θβ, f1 ∈ Θf1 , . . . , fs ∈ Θfs,λ ∈ Θλ,γ ∈ Θγ

}
,

em que Θβ ⊆ Rp, Θfk ⊆ Rrk (k = 1, . . . , s), Θλ ⊆ Rdλ e Θγ ⊆ Rdγ deno-

tam, respectivamente, os espaços paramétricos associados com os efeitos fixos pa-

ramétricos, os efeitos fixos não paramétricos, e os componentes de efeitos aleatórios;
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p∗ = p+ r + d∗, com r =
∑s

k=1 rk e d∗ = dλ + dγ. Logo, o logaritmo da função de

verossimilhança pode ser expresso na seguinte forma:

L(θ) =
n∑

i=1

Li(θ) , (3.1)

em que

Li(θ) = −1

2
log |Σi| + log g(δi) . (3.2)

Em geral, os procedimentos tipicamente utilizados para estimar o vetor de

parâmetros finito dimensional em um modelo paramétrico, como por exemplo

máxima verossimilhança, fornecem estimadores com boas propriedades. Contudo,

a aplicação desse procedimento não tem gerado resultados análogos no contexto

semiparamétrico. Porém, diversos autores têm proposto algumas variantes desse

procedimento, tentando obter a identificabilidade dos parâmetros e boas proprie-

dades dos estimadores. Estritamente falando, a maximização direta de (3.1) sem

impor restrições sobre as funções fk’s pode gerar um super ajuste e fazer com que

β seja não identificável; vide, por exemplo, Green (1987).

Um procedimento alternativo baseado no critério da verossimilhança penalizada

consiste em incorporar uma função de penalização no logaritmo da função de ve-

rossimilhança L(θ), tal que

Lp(θ, α1, . . . , αs) = L(θ) +

s∑

k=1

α∗
kJ(fk) , (3.3)

em que J(fk) é uma função de penalidade (medida de variação local) imposta

sobre a função não paramétrica, fk, que depende de alguma aplicação espećıfica ou

conhecimento a priori, e α∗
k = α∗(αk) é um termo que depende do parâmetro αk ≥

0 (k = 1, . . . , s). Os parâmetros αk, conhecidos por parâmetros de suavização,

regulam a relação entre a fidelidade dos dados, quantificada por valores grandes

de L(θ), e a suavidade ou ondulação das curvas estimadas, quantificada por valores

pequenos dos termos de penalidade Jk = α∗
kJ(fk). Observamos que o termo de

penalização Jk age diretamente sobre a suavidade da função estimada e penaliza
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funções com curvatura muito acentuada em diversos pontos, suavizando, deste

modo, a estimativa final da função alvo fk.

3.2.1 Função de penalidade

No contexto semiparamétrico tem-se proposto diferentes funções de penalidade;

veja, por exemplo, Good e Gaskins (1971) e Shen (1997). Neste trabalho assumi-

remos que o termo de penalidade é definido por

Jk = α∗
k

∫ bk

ak

[f
(l)
k (tk)]

2dtk , (3.4)

em que f
(l)
k (tk) = dl

dtl
k
f(tk), tk ∈ [ak, bk], e a função fk pertence ao espaço de funções

Sobolev definido por

W(l)
2 [ak, bk] =

{
fk : f

(l)
k ∈ L2[ak, bk], f

(1)
k , f

(2)
k , . . . , f

(l−1)
k abs. cont.

}
,

em que

L2[ak, bk] =

{
f :

∫ bk

ak

f 2(t)dt <∞
}
.

Em particular, para l = 2, o estimador da função não paramétrica fk que

maximiza (3.3) com Jk dado por (3.4), corresponde a uma spline cúbica natural

com nós ou knots (pontos de descontinuidade na terceira derivada) nos pontos

t0
kg

(g = 1, . . . , rk). De acordo com Reinsch (1967) e Silverman (1985), é posśıvel

mostrar que a curva estimada f̂k tem as seguintes propriedades:

(1) f̂k é um polinômio cúbico em cada intervalo [tkj
, tkj+1

];

(2) para cada ponto tkj
, a curva e suas duas primeiras derivadas são cont́ınuas,

embora possa ser descont́ınua em sua terceira derivada; e,

(3) em cada intervalo (−∞, tk1 ] e [tkrk
,∞) a segunda derivada é zero, de modo

que f̂k é linear fora do domı́nio dos dados.
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Em geral, qualquer curva que satisfaz (1) e (2) é chamada spline cúbica. Note

também que as propriedades descritas acima não são impostas sobre o estimador

da função fk, pois elas emergem automaticamente devido à escolha da função de

penalidade (3.4) para l = 2. Nesse caso, Green e Silverman (1994) mostram que o

termo de penalidade (3.4) pode ser expresso através da forma quadrática

∫ bk

ak

[
f

(2)
k (tk)

]2
dtk = fT

k Kkfk , (3.5)

em que f
(2)
k (tk) = d2

dt2k
f(tk) e Kk é uma matriz de suavização (rk × rk) positiva

definida para a k-ésima variável explicativa, que depende apenas dos nós. Note que

o termo de penalidade (3.5) mede a ondulação da função fk. Em particular, para

k = 1, a matriz de suavização, digamos K, tem estrutura dada por K = QR−1QT ,

em que Q é uma matriz [n×(n−2)] com entradas qij (i = 1, . . . , n e j = 1, . . . , n−
1) dadas por

qj−1,j = h−1
j−1 ,

qj,j = −h−1
j−1 − h−1

j e

qj+1,j = h−1
j ,

com qij = 0 para |i−j| ≥ 0 (j, . . . , n−1). R é uma matriz simétrica [(n−2)×(n−2)]

com elementos ri,j, para i, j ∈ [2, n− 1], dados por

ri,i =
1

3

(
hi−1 + hi

)
i = 1, . . . , n− 1 ,

ri,i+1 = ri+1,i =
1

6
hi i = 1, . . . , n− 2 e

ri,j = 0 para |i− j| ≥ 2, em que hi = ti+1 − ti (i = 1, . . . , n− 1). No caso em que

t0
g (g = 1, . . . , r) correspondam aos valores ordenados e distintos de ti, a matriz

de suavização é constrúıda substituindo t1, . . . , tn por t0
1, . . . , t

0
r. Uma descrição do

procedimento para construir essas matrizes é apresentado no Apêndice A. Maiores

detalhes da teoria spline aplicada à Estat́ıstica em Wegman e Wright (1983).

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



27

3.2.2 Logaritmo da função de verossimilhança penalizada

Seja a função L(θ) definida pela equação (3.1), a função de penalidade Jk da

forma (3.4) com α∗
k = −αk/2, e a forma quadrática definida pela equação (3.5).

Então, o logaritmo da função de verossimilhança penalizada (log-verossimilhança

penalizada) associado ao modelo misto aditivo semiparamétrico eĺıptico pode ser

expresso na forma

Lp(θ,α) =

n∑

i=1

Lpi
(θ,α) , (3.6)

em que

Lpi
(θ,α) = Li(θ) − 1

2n

s∑

k=1

αkf
T
k Kkfk , (3.7)

sendo (ak, bk) o intervalo que define o domı́nio da k-ésima variável explicativa e

α = (α1, . . . , αs)
T o vetor de parâmetros de suavização. Note que se αk for grande,

maior importância estaremos dando para o critério de suavização, e portanto as

curvas serão mais suaves ou menos onduladas. Agora, se αk for pequeno (próximo

de zero), estaremos dando mais importância para a medida da qualidade do ajuste.

Em geral, a função de verossimilhança penalizada pode ser estudada com

propósitos de otimização estabelecendo condições anaĺıticas gerais, tais como con-

tinuidade, convexidade, e diferenciabilidade, sobre a função de verossimilhança e a

função de penalidade. Nessa direção, alguns autores têm mostrado que existe uma

relação de equivalência entre o processo de otimização da função de verossimilhança

penalizada e o processo de otimização da função de verossimilhança sujeita a

alguma condição espećıfica imposta sobre um termo de penalidade; vide, por

exemplo, Schoenberg (1964) no contexto de spline polinomial natural.

Na seguinte seção derivamos a função escore penalizada associada ao vetor de

parâmetros θ. Os cálculos envolvidos são apresentados no Apêndice C.
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3.3 Função escore penalizada

Seja a função escore penalizada definida por

Up(θ) =
∂Lp(θ,α)

∂θ
, (3.8)

em que ∂Lp(θ,α)/∂θ denota a primeira derivada parcial do logaritmo da função

de verossimilhança penalizada em relação ao vetor θ; especificamente, em relação

aos vetores de parâmetros β, f1, . . . , fs, e τ = (τ1, τ2, . . . , τd∗)
T , com τℓ = λℓ (ℓ =

1, . . . , dλ) e τℓ = γ (ℓ = dλ + 1, . . . , d∗ ;  = 1, . . . , dγ). Com efeito, assumindo

que a função geradora de densidades g(·), definida na Seção 2.5, é cont́ınua e

diferenciável, definimos as quantidades

vi(θ) = −2Wg(δi) ,

em que

Wg(δi) =
d

dδi
log g(δi) =

g′(δi)

g(δi)
. (3.9)

Usando resultados de diferenciação de matrizes (vide Magnus e Neudecker,

1988) sobre a equação (3.6) em relação aos elementos de θ, temos que a função

escore penalizada pode ser expressa na forma

Up(θ) =
n∑

i=1

Upi
(θ) ,

em que

Upi
(θ) =




U
β
pi

(θ)

Uf1
pi

(θ)
...

Ufs
pi

(θ)

Uτ
pi

(θ)




, (3.10)
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sendo as funções escore parciais associadas aos efeitos fixos do modelo dadas por

U
β
pi

(θ) =
∂Lpi

(θ,α)

∂β
(3.11)

= vi(θ)X
T
i Σ−1

i (yi − µi) ,

Ufk
pi

(θ) =
∂Lpi

(θ,α)

∂fk
(3.12)

= vi(θ)N
T
ki Σ

−1
i (yi − µi) −

αk

n
Kkfk ,

(k = 1, . . . , s) e as funções escore parciais associadas aos componentes de variância

dadas por

U
τ
pi

(θ) =




U
τ1
pi

(θ)
...

U
τd∗
pi

(θ)


 , (3.13)

em que

U
τℓ
pi

(θ) =
∂Lpi

(θ,α)

∂τℓ
(3.14)

= −1

2

[
tr
{
Σ−1

i Σ̇i(ℓ)
}
− vi(θ) (yi − µi)

T Σ−1
i Σ̇i(ℓ)Σ

−1
i (yi − µi)

]
,

com Σ̇i(ℓ) = ∂Σi/∂τℓ (i = 1, . . . , n).

As quantidades vi(θ) que aparecem nas equações acima podem ser interpre-

tadas como pesos e como g(δi) é uma função positiva e decrescente para quase

todas as distribuições que pertencem à classe das distribuições eĺıpticas, temos

que vi(θ) > 0, com exceção para as distribuições Kotz, Kotz generalizada, e du-

pla exponencial. A Tabela 3.1 mostra as expressões de vi(θ) para algumas dis-

tribuições eĺıpticas e podemos observar que no caso da distribuição t-Student, a

quantidade vi(θ) é inversamente proporcional à distância de Mahalanobis δi =

(yi − µi)
TΣ−1

i (yi − µi). Dessa forma, o procedimento de estimação tende a atri-

buir pesos pequenos para as observações aberrantes. No caso da distribuição ex-

ponencial potência, o parâmetro ζ é uma medida de curtose; para −1 < ζ < 0 a
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distribuição tem caudas mais leves do que as da normal e para 0 < ζ < 1 a distri-

buição tem caudas mais pesadas. Quando ζ = 0 recáımos na distribuição normal,

e portanto esse parâmetro pode ser visto como um parâmetro de afastamento da

normalidade. Assim, com o objetivo de acomodar observações aberrantes, pode-se

usar 0 < ζ < 1. Note que tais distribuições conduzem a um processo de estimação

menos senśıvel a observações aberrantes em relação ao modelo normal em que

vi(θ) = 1. Esse processo de estimação será robusto, no sentido da distância de

Mahalanobis, quando trata-se de estimar o coeficiente de regressão, e parcialmente

robusto quando trata-se de estimar o componente de variância e o componente não

paramétrico. Nesse último caso, a parcialidade deve-se ao termo de penalidade im-

posto sobre a função de verossimilhança que não é ponderado pelos pesos e que

apenas depende de t0
k = (t0

k1
, . . . , t0

krk
)T (k = 1, . . . , s).

Tabela 3.1: Expressões das quantidades vi para algumas distribuições eĺıpticas.

Distribuição vi(θ) = −2Wg(δi)

Normal 1
t-Student νi+mi

νi+δi

Exponencial Potência 1
1+ζ

δ
1

1+ζ
−1

i

Loǵıstica I 2 tanh
(

δi

2

)

Loǵıstica II δ
1/2
i tanh

( δ
1/2
i

2

)

Na seguinte seção derivamos a matriz de informação de Fisher penalizada

associada ao vetor de parâmetros θ. Essa matriz será utilizada na construção do

procedimento de estimação de θ e na obtenção da matriz de variância-covariância

de θ̂. A prova deste resultado e os cálculos algébricos relacionados são apresen-

tados no Apêndice C. Outros detalhes referentes a estes resultados no caso dos

modelos mistos lineares eĺıpticos, veja Savalli (2006) e Lange et al. (1989).
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3.4 Matriz de informação de Fisher penalizada

Definamos as quantidades dgi
=E(W 2

g (Ui)Ui) e fgi
=E(W 2

g (Ui)U
2
i ), com Ui =

‖Zi‖2 e Zi ∼ Smi
(g). A matriz de informação de Fisher penalizada é definida por

Ip(θ) = −E

{
∂2Lp(θ,α)

∂θ∂θT

}
, (3.15)

em que
∂2Lp(θ,α)

∂θ∂θT

denota as segundas derivadas parciais do logaritmo da função de verossimilhança

penalizada em relação ao vetor θ, especificamente, em relação aos vetores de

parâmetros β, f1, . . . , fs, e τ . Com efeito, é posśıvel mostrar que a matriz de in-

formação de Fisher penalizada (3.15) para o modelo misto aditivo semiparamétrico

eĺıptico assume a forma bloco diagonal

Ip(θ) =

(
I

βf
p (θ) 0

0 I
ττ
p (θ)

)
, (3.16)

em que

I
βf
p (θ) =

n∑

i=1

I
βf
pi

(θ) e

I
ττ
p (θ) =

n∑

i=1

I
ττ
pi

(θ)

são matrizes de ordens [(p+ r) × (p+ r)] e (d∗ × d∗), respectivamente, sendo

I
βf
pi

(θ) =




I
ββ
pi

(θ) I
β f1
pi

(θ) . . . I
β fs
pi

(θ)

I
f1 β
pi

(θ) I
f1 f1
pi

(θ) . . . I
f1 fs
pi

(θ)
...

...
. . .

...

I
fs β
pi

(θ) I
fs f1
pi

(θ) . . . I
fs fs
pi

(θ)




(3.17)
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uma matriz [(p+ r) × (p+ r)], com

I
ββ
pi

(θ) = −E

{
∂2Lpi

(θ,α)

∂β∂βT

}
(3.18)

=
4dgi

mi
XT

i Σ−1
i Xi ,

I
β fk
pi

(θ) = −E

{
∂2Lpi

(θ,α)

∂β∂fT
k

}
(3.19)

=
4dgi

mi

XT
i Σ−1

i Nki ,

I
fk f

k
′

pi
(θ) = −E

{
∂2Lpi

(θ,α)

∂fk∂fT
k
′

}
(3.20)

=





4dgi

mi
NT

kiΣ
−1
i Nki + αk

n
Kk k = k

′

4dgi

mi
NT

kiΣ
−1
i Nk′i k 6= k

′

, k, k
′

= 1, . . . , s ,

e I
ττ
p (θ) =

∑n
i=1 I

ττ
pi

(θ) uma matriz (d∗× d∗) em que o (∗, ℓ∗)-ésimo elemento da

matriz I
ττ
pi

(θ) pode ser expresso na forma

Iττ
pi∗ℓ∗

= −E

{
∂2Lpi

(θ,α)

∂τ∗∂τℓ∗

}
(3.21)

=
bi∗ℓ∗

4

(
4fgi

mi(mi + 2)
− 1

)
+

2fgi

mi(mi + 2)
tr
{
Σ−1

i Σ̇i(
∗)Σ−1

i Σ̇i(ℓ
∗)
}
,

em que bi∗ℓ∗
= tr

{
Σ−1

i Σ̇i(
∗)
}
tr
{
Σ−1

i Σ̇i(ℓ
∗)
}

(∗, ℓ∗ = 1, . . . , d∗). Para algumas

distribuições multivariadas pertencentes à classe das distribuições eĺıpticas as quan-

tidades dgi
e fgi

da expressão (3.21) têm uma forma fechada, como é o caso da

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



33

distribuição normal, t-Student e exponencial potência. Para outras distribuições,

como a distribuição normal contaminada e a distribuição loǵıstica tipo I e II, as

quantidades (integrais) dgi
e fgi

devem ser calculadas mediante algum método de

aproximação.

Por outro lado, é posśıvel mostrar que o vetor de parâmetros associado aos

componentes de variância, τ , é ortogonal aos vetores de parâmetros β e fk (k =

1, . . . , s) associados aos efeitos fixos do modelo, respectivamente, isto é, verifica-se

que

I
βτ
p (θ) = −E

{
∂2Lp(θ,α)

∂β∂τ T

}

= 0 (3.22)

e

I
fkτ
p (θ) = −E

{
∂2Lp(θ,α)

∂fk∂τ T

}

= 0 . (3.23)

A propriedade de ortogonalidade de τ com relação a β e fk (k = 1, . . . , s) facilita

o desenvolvimento do processo iterativo para estimar o vetor de parâmetros θ. Veja

maiores detalhes a respeito dos resultados (3.22) e (3.23) no contexto paramétrico

em Lange et al. (1989).

Na seguinte seção concentramos nossa discussão no desenvolvimento do pro-

cesso iterativo para estimar o vetor de parâmetros θ.

3.5 Processo de estimação

Para nosso propósito de otimização vamos supor que o logaritmo da função de

verossimilhança penalizada Lp(θ,α) definido por (3.6) é uma função convexa e que

satisfaz certas condições de regularidade; veja em Gu (2002) uma discussão dessas

condições de regularidade no contexto de regressão não paramétrica. Então, por

analogia com o critério de máxima verossimilhança, o valor de θ que maximiza
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Lp(θ,α), em todo o espaço paramétrico Θ, digamos θ̂, é chamado estimador de

máxima verossimilhança penalizada (EMVP) de θ, e satisfaz a seguinte desigual-

dade:

Lp(θ̂,α) ≥ sup
θ∈Θ

Lp(θ,α) . (3.24)

Em geral, a existência do estimador de máxima verossimilhança penalizada

tem sido discutida por diversos autores, como por exemplo, De Montricher et al.

(1975), Tapia e Thompson (1978), e Silverman (1982). No caso espećıfico dos

modelos de regressão não paramétricos clássicos, O’Sullivan et al. (1986) mostram

que se a verossimilhança penalizada é convexa, então a existência de um único

estimador de máxima verossimilhança da função não paramétrica sobre o espaço

de funções lineares, garante a existência do estimador de máxima verossimilhança

penalizada no espaço de funções de Sobolev; veja também Buja et al. (1989).

Em nosso caso, como a função Lp(θ,α) depende de fk (k = 1, . . . , s) através

da avaliação funcional fk(t
0
kg

) (g = 1, . . . , rk), e fk e Kk, sendo avaliados em

t0
k = (t0

k1
, . . . , t0

krk
)T , têm dimensões finitas, temos que, sob certas condições de

regularidade, o estimador de máxima verossimilhança penalizada de fk sob o

modelo (2.1) existe e é único, e corresponde a uma spline cúbica natural que é com-

pletamente determinada pelo vetor finito dimensional t0
k; ou seja, o estimador de

máxima verossimilhança penalizada de fk é admisśıvel em um espaço finito. A van-

tagem de usar suavização spline é a possibilidade de reduzir um problema infinito

dimensional a um problema finito dimensional sob o modelo (2.1). Geralmente os

estimadores de máxima verossimilhança (penalizada) não podem ser expressos em

forma expĺıcita, e portanto necessita-se de um método iterativo para a obtenção das

ráızes das equações de máxima verossimilhança (penalizada) associadas. Nos ca-

sos em que as duas primeiras derivadas do logaritmo da função de verossimilhança

(penalizada) existam, com relação aos parâmetros de interesse, os procedimentos

usuais para calcular os estimadores de máxima verossimilhança (penalizada) estão

baseados em uma expansão de série Taylor em torno de alguma estimativa inicial.

Nesse caso, podemos usar o algoritmo de Newton-Raphson ou algoritmo escore de

Fisher.
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3.5.1 Efeitos fixos

Em geral, para maximizar a verossimilhança penalizada associada a um modelo

semiparamétrico existem vários procedimentos que podem ser considerados. Por

exemplo, Green (1987) propõe encontrar as soluções das equações de estimação de

máxima verossimilhança penalizada de um modelo de regressão semiparamétrico

usando o algoritmo de Newton-Raphson. Hastie e Tibshirani (1990) sugerem ajus-

tar um modelo aditivo generalizado através do algoritmo escore de Fisher. Lin e

Zhang (1999) usam o algoritmo escore de Fisher para ajustar um modelo misto

aditivo generalizado e mostram que os estimadores das funções não paramétricas

podem ser obtidos maximizando a quase-verossimilhança duplamente penalizada.

Green (1990) propõe maximizar a verossimilhança penalizada usando o algoritmo

EM penalizado e o algoritmo One-Step-Late (OSL), o qual corresponde a uma versão

modificada do algoritmo EM penalizado (Nychka, 1990). Uma discussão sobre a

variância do estimador de máxima verossimilhança penalizada obtido através do

algoritmo EM penalizado pode ser encontrada em Segal et al. (1994). Maiores de-

talhes do algoritmo EM podem ser encontrados em Dempster et al. (1977, 1981),

McLachlan e Krishnan (1997) e Laird et al. (1987).

Baseados nesses resultados, neste trabalho sugerimos adaptar o algoritmo es-

core de Fisher para encontrar soluções para as equações de máxima verossimilhança

penalizada e ajustar os componentes paramétrico e não paramétrico mediante a

combinação dos procedimentos iterativos escore de Fisher e backfitting.

Equações de estimação

Consideremos o logaritmo da função de verossimilhança penalizada associado

ao modelo marginal (2.12),

Lp(θ,α) =

n∑

i=1

Lpi
(θ,α) ,

em que Lpi
(θ) é dada pela equação (3.7). Suponhamos que o vetor de parâmetros

associado aos componentes de variância τ e o vetor de parâmetros de suavização
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α são fixos. Então, o vetor de parâmetros a ser estimado é (βT , fT
1 , . . . , f

T
s )T , cujas

equações de máxima verossimilhança penalizada são dadas por

U
β
p(θ) =

n∑

i=1

vi(θ)X
T
i Σ−1

i (yi − µi) = 0 ,

Uf1
p (θ) =

n∑

i=1

[
vi(θ)N

T
1i Σ

−1
i (yi − µi)

]
− α1 K1f1 = 0 e (3.25)

...

Ufs
p (θ) =

n∑

i=1

[
vi(θ)N

T
si Σ

−1
i (yi − µi)

]
− αs Ksfs = 0 .

É posśıvel mostrar que as soluções para as equações de estimação acima con-

duzem às estimativas de máxima verossimilhança penalizada, digamos β̂ e f̂k

(k = 1, . . . , s).

Algoritmo escore de Fisher

Assumindo que o vetor de parâmetros de suavização α e a matriz Σi são fixos,

podemos mostrar, usando (3.10) e (3.17), que a (u + 1)-ésima etapa do processo

iterativo escore de Fisher que permite resolver (3.25) é dada pela seguinte equação

matricial:




∑n
i=1 I

ββ
pi

(θ)
∑n

i=1 I
β f1
pi

(θ) . . .
∑n

i=1 I
β fs
pi

(θ)
∑n

i=1 I
f1 β
pi

(θ)
∑n

i=1 I
f1 f1
pi

(θ) . . .
∑n

i=1 I
f1 fs
pi

(θ)
...

...
. . .

...
∑n

i=1 I
fs β
pi

(θ)
∑n

i=1 I
fs f1
pi

(θ) . . .
∑n

i=1 I
fs fs
pi

(θ)




(u)


Φ0

Φ1

...

Φs




=




U
β
p(θ)

Uf1
p (θ)
...

Ufs
p (θ)




(u)

, (3.26)
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em que Φ0 = β(u+1) −β(u) e Φk = f
(u+1)
k − f

(u)
k (k = 1, . . . , s), para u = 0, 1, 2, . . ..

Cálculos diretos mostram que os elementos da matriz de informação de Fisher

e do vetor escore da equação acima podem ser escritos em uma forma matricial

conveniente. Com efeito, podemos escrever

n∑

i=1

I
ββ
pi

(θ) =

n∑

i=1

4dgi

mi
XT

i Σ−1
i Xi

da seguinte forma:

n∑

i=1

4dgi

mi

XT
i Σ−1

i Xi =
4dg1

m1

XT
1 W1X1 + . . .+

4dgn

mn

XT
nWnXn

= XTW∗X ,

em que X = (X1, . . . ,Xn)
T e W∗ = diag

(
4dg1

m1
W1, . . . ,

4dgn

mn
Wn

)
é uma matriz

(n∗ × n∗), com Wi = Σ−1
i e n∗ =

∑n
i=1mi. Analogamente, podemos escrever o

elemento

n∑

i=1

I
β fk
pi

(θ) =
n∑

i=1

4dgi

mi

XT
i Σ−1

i Nki

na forma

n∑

i=1

4dgi

mi
XT

i Σ−1
i Nki =

4dg1

m1
XT

1 W1Nk1 + . . .+
4dgn

mn
XT

nWnNkn

= XTW∗Nk ,

sendo a matriz Nk = (NT
k1, . . . ,N

T
kn)

T . Similarmente, podemos escrever as matri-

zes

n∑

i=1

I
fk f

k
′

pi
(θ) =





∑n
i=1 NT

kiW
∗Nki + αk

n
Kk k = k

′

∑n
i=1 NT

kiW
∗Nk′i k 6= k

′

.
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O procedimento é análogo para os elementos do vetor escore. Nessas condições,

podemos escrever a equação (3.26) na forma




XTW∗X XTW∗N1 . . . XTW∗Ns

NT
1 W∗X NT

1 W∗N1 + α1K1 . . . NT
1 W∗Ns

...
...

. . .
...

NT
s W∗X NT

s W∗N1 . . . NT
s W∗Ns + αsKs




(u)


Φ0

Φ1

...

Φs




=




XTW(y − µ)

NT
1 W(y − µ) − α1K1f1

...

NT
s W(y − µ) − αsKsfs




(u)

,

em que y = (yT
1 , . . . ,y

T
n )T é um vetor (n∗ × 1), W = diag(v1W1, . . . , vnWn) é

uma matriz (n∗ × n∗), e µ = Xβ +
∑s

k=1 Nkfk é um vetor (n∗ × 1). Note que as

quantidades vi = vi(θ) (i = 1, . . . , n) e o vetor µ devem ser avaliadas em β = β(u)

e fk = f
(u)
k (k = 1, . . . , s). Assim, após algumas manipulações algébricas, é posśıvel

escrever a equação matricial acima na forma




β(u+1)

f
(u+1)
1

...

f
(u+1)
s




=




S0

{
r
(u,u+1)
β− + W̃(u)µ(u)

}

S1

{
r
(u,u+1)
f1− + W̃(u)µ(u)

}
...

Ss

{
r
(u,u+1)
fs− + W̃(u)µ(u)

}




, (3.27)

em que

Sk =





(XTW∗X)−1XTW∗ k = 0

(NT
k W∗Nk + αkKk)

−1NT
k W∗ k = 1, . . . , s

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



39

são matrizes de suavização e

r
(u,u+1)
ϑ− =





(In∗ − W̃(u)) y −∑s
k=1 Nkf

(u+1)
k ϑ = β

(In∗ − W̃(u)) y − Xβ(u+1) −∑s
l=1,k 6=l Nkf

(u+1)
k ϑ = fk ,

são reśıduos parciais que permitem ajustar o componente paramétrico e o compo-

nente aditivo do modelo atualizando a matriz W̃(u) = In∗ − W∗−1
W(u) e o vetor

µ(u) em cada etapa do processo. Nas expressões acima podemos observar que tanto

as matrizes de suavização quanto os reśıduos parciais, dependem da distribuição

eĺıptica através das quantidades vi(θ) e dgi
. Note também que, em geral, as ma-

trizes D e Vi são desconhecidas e devem ser estimadas através de algum processo

de estimação. Da mesma forma, quando o vetor de parâmetros de suavização é

desconhecido, devemos estimá-lo através de algum método apropriada, como por

exemplo, o método de validação cruzada generalizada (este tópico será discutido

na seção 3.7). Porém, em alguns casos, o pesquisador escolhe valores espećıficos

para esses parâmetros de acordo com a sua conveniência.

Algoritmo backfitting

Em geral, resolver a equação (3.27) de maneira direta não é muito apropriado

desde o ponto de vista prático e portanto sugerimos aproximar sua solução, como

é usual no ajuste de um modelo aditivo geral, através do algoritmo backfitting

(Gauss-Seidel). Embora o algoritmo backfitting seja uma técnica iterativa que for-

nece dificuldades adicionais no desenvolvimento da teoria assintótica, o método

tem sido refinado e estendido para modelos mais complexos; vide, por exemplo,

Green (1985), Stone (1986), Hastie e Tibshirani (1987), e Buja et al. (1989). Geral-

mente, as estimativas finais geradas pelo algoritmo backfitting podem depender dos

valores iniciais das funções ou dos critérios de convergência estabelecidos. Nesse

contexto, Buja et al. (1989) mostram que o algoritmo backfitting coincide com o

método iterativo de Gauss-Seidel e estabelecem algumas condições de regularidade

para garantir a consistência das equações de estimação (normais) e a convergência
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do algoritmo; veja também outros detalhes em Berhane e Tibshirani (1998) que

mostram que o algoritmo sempre converge quando os suavizadores envolvidos no

processo formam uma spline cúbica. No caso de suavizadores simétricos e com au-

tovalores no intervalo [0, 1] que não apresentam concurvity1, o algoritmo converge

para uma única solução, independente dos valores iniciais das funções usadas no

processo iterativo. No entanto, se os suavizadores apresentam concurvity, o al-

goritmo converge a alguma solução da equação, e os valores iniciais das funções

determinam as soluções finais do processo.

Tabela 3.2: (u∗ + 1)-ésima etapa do algoritmo backfitting na (u + 1)-ésima etapa
do processo iterativo escore de Fisher sob o modelo misto aditivo semiparamétrico
eĺıptico.

(i) Inicie o processo iterativo com β(u) = β(u,0) e f
(u)
k = f

(0,0)
k , k = 1, . . . , s

(ii) Para k = 1, . . . , s, 1, . . . , s, . . . e u∗ = 0, 1, 2, . . . calcular
(ii’)

r
(u,u∗)
β− = (In∗ − W̃(u)) y −∑s

k=1 Nkf
(u,u∗)
k e

β(u+1,u∗+1) = S0

{
r
(u,u∗)
β− + W̃(u)µ(u)

}
.

(ii”) r
(u,u∗)
fk − = (In∗ − W̃(u)) y − Xβ(u+1,u∗+1) −∑s

l=1,k 6=l Nkf
(u,u∗)
k e

f
(u+1,u∗+1)
k = Sk

{
r
(u,u∗)
fk− + W̃(u)µ(u)

}
.

(iii) Repita (i) e (ii) até atingir a convergência desejada .

1Conceito análogo ao conceito de colinealidade usado na teoria dos modelos lineares
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3.5.2 Componentes de variância

Assumindo que o vetor de parâmetros de suavização α é fixo, podemos obter

a estimativa de máxima verossimilhança penalizada de τ = (λT ,γT )T através do

seguinte processo iterativo:

τ (u+1) = arg max
τ

{
Lc

p

(
β(u+1)

τ , f
(u+1)
1τ , . . . , f (u+1)

sτ , τ ,α
)}

, (3.28)

em que Lc
p

(
β(u+1)

τ , f
(u+1)
1τ , . . . , f

(u+1)
sτ , τ ,α

)
denota o logaritmo da função de verossi-

milhança penalizada concentrada de τ definido por

Lc
p

(
β(u+1)

τ , f
(u+1)
1τ , . . . , f (u+1)

sτ , τ ,α
)

=

n∑

i=1

{
− 1

2
log |Στi

| + log g(δ̃τi
)
}

−1

2

s∑

k=1

αkf
(u+1)T

kτ Kkf
(u+1)
kτ ,

em que δ̃τi
= εT

τi
Σ−1

τi
ετi

, com ετi
=
(
yi − Xiβ

(u+1)
τ − ∑s

k=1 Nkif
(u+1)
kτ

)
e u =

0, 1, . . .. Note que o sub́ındice τ foi incorporado para denotar a dependência com

respeito ao vetor de parâmetros τ . A maximização de (3.28) pode ser efetuada,

por exemplo, através do algoritmo de quase-Newton, escore de Fisher, EM, ou

secante multivariado. Tais algoritmos conduzem aproximadamente à estimativa

de máxima verossimilhança penalizada de τ , digamos τ̂ . No caso espećıfico do

algoritmo escore de Fisher, temos que

τ (u+1) = τ (u) +
{
I

ττ
p (θ)(u)

}−1

U
τ
p(θ)(u) , (3.29)

com Uτ
p(θ) e I

ττ
p (θ) definidas pelas equações (3.13) e (3.21), respectivamente.

3.5.3 Processo iterativo

Finalmente, o processo iterativo conjunto para obter a estimativa de máxima

verossimilhança penalizada de θ = (βT , fT
1 , . . . , f

T
s , τ

T )T , baseado no algoritmo

escore de Fisher, é dado por
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β(u+1)

f
(u+1)
1

...

f
(u+1)
s




=




S0

{
r
(u,u+1)
β− + W̃(u)µ(u)

}

S1

{
r
(u,u+1)
f1− + W̃(u)µ(u)

}
...

Ss

{
r
(u,u+1)
fs− + W̃(u)µ(u)

}




e

τ (u+1) = τ (u) +
{
I

ττ
p (θ)(u)

}−1

U
τ
p(θ)(u), u = 0, 1, . . .

Para iniciar o processo iterativo descrito acima, valores iniciais β(0), f
(0)
k (k =

1, . . . , s) e τ (0) devem ser fornecidos. Em particular, para os modelos não gaussianos

eĺıpticos, podemos considerar as estimativas obtidas a partir do modelo normal

para iniciar o processo.

3.5.4 Efeitos aleatórios

Em muitas aplicações práticas é preciso estimar os efeitos aleatórios. Nesse

sentido, pode-se usar o fato de que a média condicional de bi, dado o valor ob-

servado yi, segue uma distribuição eĺıptica. Especificamente falando, a partir da

distribuição conjunta

(
yi

bi

)
∼ Eℓ(mi+q)

{(
Xiβ +

∑s
k=1 Nkifk

0

)
,

(
ZiDZT

i + Vi ZiD

DZT
i D

)}
,

podemos mostrar, mediante a Propriedade 1.4.4 das distribuições eĺıpticas apre-

sentada na Seção 1.4, que a distribuição condicional de bi |yi é da forma

bi |yi ∼ Eℓq
{

DZT
i Σ−1

i

(
yi − Xiβ −

s∑

k=1

Nkifk

)
, D − DZT

i Σ−1
i ZiD

}
. (3.30)

Veja a prova desse resultado no Apêndice B. Dáı segue que, para Σi = ZiDZT
i +Vi

fixa, o estimador de Bayes emṕırico dos efeitos aleatórios bi é dado por
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b̂i = E ̂{bi | yi

}
(3.31)

= D ZT
i Σ−1

i

(
yi − Xiβ̂ −

s∑

k=1

Nkif̂k

)
,

em que β̂, f̂1, . . . , f̂s correspondem às estimativas de máxima verossimilhança pe-

nalizada. Assim, o vetor de efeitos aleatórios estimados é dado por

b̂ = (b̂T
1 , . . . , b̂

T
n )T . (3.32)

Para uma revisão do processo de estimação de bi nos modelos mistos lineares

normais veja Harville (1976, 1977) e Laird e Ware (1982), entre outros; para os

modelos mistos lineares eĺıpticos, veja Savalli et al. (2006); para os modelos mis-

tos semiparamétricos normais veja Zhang et al. (1998) e Fung et al. (2002); e,

finalmente, para os modelos mistos aditivos generalizados veja Lin e Zhang (1999).

Consequentemente, o valor ajustado para o i-ésimo grupo pode ser expresso na

forma

ŷi = Xiβ̂ + Zib̂i +

s∑

k=1

Nkif̂k

= V̂i Σ̂
−1

i

(
Xiβ̂ +

s∑

k=1

Nkif̂k

)
+
(
Imi

− V̂i Σ̂
−1

i

)
yi .

Observamos que ŷi pode ser interpretada como uma média ponderada entre

o perfil da população
(
Xiβ̂ +

∑s
k=1 Nkif̂k

)
e os dados observados yi, com pe-

sos V̂i Σ̂
−1

i e
(
Imi

− V̂i Σ̂
−1

i

)
, respectivamente. Note que quando a variabilidade

residual Vi é maior do que a variabilidade intraunidades amostrais Σi, maior

ponderação será dada ao perfil ajustado
(
Xiβ̂ +

∑s
k=1 Nkif̂k

)
. Por outro lado,

quando a variabilidade intraunidades experimentais for maior do que a variabili-

dade residual, maior ponderação será atribúıda ao valor observado yi.
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3.5.5 Erro padrão

Na teoria paramétrica clássica é bem conhecido o fato de que se as estimativas

de máxima verossimilhança são obtidas via o algoritmo de Newton-Raphson, escore

de Fisher ou EM, as matrizes de variância-covariância assintóticas dessas estima-

tivas podem ser obtidas a partir da inversa da matriz de informação observada ou

esperada (veja, por exemplo, Lehmann, 1999; Louis, 1982 e Meng e Rubin, 1991).

Da mesma maneira, na teoria não paramétrica ou semiparamétrica, vários auto-

res têm discutido o problema de estimar as matrizes de variância-covariância das

estimativas de máxima verossimilhança penalizada. No caso espećıfico do modelo

não paramétrico clássico,

yi = f(ti) + ǫi (i = 1, . . . , n) , (3.33)

em que t1 < . . . < tn e os ǫi são erros aleatórios independentes com distribuição

N (0, φ), Wahba (1983) e Silverman (1985) propõem estimar a matriz de variância-

covariância da estimativa de máxima verossimilhança f̂ = (f(t1), . . . , f(tn))
T usan-

do a matriz de variância-covariância a posteriori de f̂ sob o modelo bayesiano

f(t) = A+Bt + α−1/2

∫ t

0

W(u)du , (3.34)

em que A e B são variáveis aleatórias que têm distribuições uniformes impróprias (a

priori não informativa) no intervalo (−∞,∞), respectivamente, e W(u) é um pro-

cesso Wiener padrão2. Da mesma maneira, Zhang et al. (1998) propõem estimar

as matrizes de variância-covariância das estimativas de máxima verossimilhança

penalizada sob o modelo misto semiparamétrico normal, usando as correspondentes

matrizes de variância-covariância a posteriori sob o modelo bayesiano (3.34). Con-

tudo, podemos observar que, em ambos os dois trabalhos, as matrizes de variância-

covariância das estimativas de máxima verossimilhança penalizada, ainda que obti-

das a partir das matrizes de variância-covariância a posteriori de uma distribuição

2As vezes alguns autores consideram o modelo bayesiano finito dimensional proposto por
Green e Silverman (1994).
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normal multivariada, correspondem à inversa da matriz de informação observada

calculada a partir da função de verossimilhança penalizada, uma vez que essa

função é tratada como uma verossimilhança usual; dito de outra forma, as matri-

zes de variância-covariância podem ser obtidas a partir das matrizes de segundas

derivadas parciais da verossimilhança penalizada (Segal et al., 1994).

Motivados pelos resultados desses autores e pelo fato de nós utilizar o algo-

ritmo escore de Fisher para obter as estimativas de máxima verossimilhança, neste

trabalho sugerimos estimar as matrizes de variância-covariância assintóticas dessas

estimativas (o erro padrão) baseados na inversa da matriz de informação de Fisher

penalizada I
−1
p (θ) definida na Seção 3.15. Dessa forma, a matriz de variância-

covariância assintótica estimada de θ̂ é dada por

̂
Cov(θ̂) ≈ I

−1
p (θ̂) . (3.35)

Em particular,

̂
Cov(β̂, f̂) ≈ I

β f−1

p (θ̂) e

Ĉov(τ̂ ) ≈ I
ττ−1

p (θ̂) ,

em que f̂ = (f̂1, . . . , f̂s) denota a estimativa de máxima verossimilhança penalizada.

No contexto dos modelos lineares parciais, Heckman (1986) prova a consistência

e normalidade assintótica do estimador do coeficiente de regressão e mostra que

o viés é assintoticamente despreźıvel (veja também Green, 1987). Por sua parte,

Zhang et al. (1998) apresentam uma interessante discussão sobre o comportamento

assintótico dos estimadores de máxima verossimilhança penalizada no caso normal,

e derivam expressões fechadas para as matrizes de variância-covariância desses esti-

madores desde o ponto de vista frequentista e bayesiano. E, recentemente, Durban

et al. (1999) apresentam um método, computacionalmente atrativo, que permite

aproximar o erro padrão da estimativa do coeficiente de regressão no contexto dos

modelos aditivos semiparamétricos; veja também Flanders et al. (2005).
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Na seguinte Seção descrevemos um procedimento para representar o modelo

misto aditivo semiparamétrico como um modelo misto puramente paramétrico

quando os estimadores das funções não paramétricas conduzem a uma spline

cúbica. Esse procedimento foi discutido inicialmente por Green (1987) no con-

texto dos modelos semiparamétricos e posteriormente por Zhang et al. (1998) no

contexto dos modelos mistos semiparamétricos gaussianos.

3.6 Modelo misto modificado normal

Quando usamos suavização spline para estimar as funções não paramétricas,

existem algumas conexões com o modelo misto usual (Wang, 1998). Com efeito, de

acordo com Green (1987), Zhang et al. (1998) e Lin e Zhang (1999), os componen-

tes não paramétricos do modelo (2.7) , fk (k = 1, . . . , s), podem ser representados

através de uma transformação linear 1-1 da seguinte maneira:

fk = Tkδk + Bk ak , (3.36)

em que δk ∈ R2, ak ∈ R(vk−2), Bk = Lk(L
T
k Lk)

−1, Lk ∈ Rqk×(qk−2) é uma matriz

de posto completo que satisfaz Kk = LkL
T
k e LT

k Tk = 0, com Tk = (1rk
t0
k) ∈

Rrk×2. Logo, usando a igualdade fT
k Kkfk = aT

k ak, podemos escrever o logaritmo

da função de verossimilhança penalizada (3.6) para o caso gaussiano na forma

Lp(θ,α) = cte.− 1

2

n∑

i=1

ln | Σi | −
1

2

n∑

i=1

(yi − µi)
TΣ−1

i (yi − µi) −
1

2

s∑

k=1

σk aT
k ak ,

em que σk = 1/αk. Substituindo (3.36) na equação (2.7), temos que as respostas

observadas são modeladas da seguinte maneira:

yi = Xiβ + Zibi +
s∑

k=1

(
NkiTkδk + NkiBk ak

)
+ ǫi , (3.37)

em que (βT , δT
1 , . . . , δ

T
s )T corresponde ao vetor de parâmetros associado aos efeitos

fixos do modelo e b∗ = (bT
1 , . . . ,b

T
n , a

T
1 , . . . , a

T
s )T é o vetor de efeitos aleatórios. No-
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temos que a conexão entre o modelo semiparamétrico (2.7) e o modelo misto (3.37)

se estabelece através de um modelo com efeitos fixos e aleatórios puramente pa-

ramétricos. A importância dessa conexão baseia-se principalmente na possibilidade

de estimar as funções não paramétricas ajustando um modelo paramétrico. Espe-

cificamente, podemos estimar fk da forma

f̂k = Tkδ̂k + Bk âk , (3.38)

em que f̂k é uma combinação linear das estimativas dos efeitos fixos δ̂k e dos efeitos

aleatórios âk obtidas pelo ajuste do modelo misto paramétrico (3.37) usando os

métodos de estimação tradicionais e as ferramentas computacionais já desenvol-

vidas. Além disso, podemos estimar o parâmetro de suavização incorporando seu

inverso como um componente de variância extra em no modelo misto modificado

(3.37). Na seguinte seção apresentamos alguns métodos que permitem obter es-

timativas para os parâmetros de suavização. Especificamente, consideraremos o

método de validação cruzada e o método de validação cruzada generalizada. Salien-

tamos que esta discussão trata apenas o problema de estimação desses parâmetros

para alguns casos particulares do modelo proposto neste trabalho.

3.7 Os parâmetros de suavização

Nas seções anteriores consideramos os parâmetros de suavização α1, . . . , αs fi-

xos para fazer inferência para as funções não paramétricas f1, . . . , fs. Porém, na

prática esses parâmetros devem ser estimados a partir dos dados. No caso em

que usamos um procedimento de suavização spline é usual usar, por exemplo, o

método de validação cruzada (Wahba e Wold, 1975) ou o método de validação

cruzada generalizada (Craven e Wahba, 1979; Eubank, 1988). Detalhes referentes

aos métodos usados para estimar os parâmetros de suavização no contexto dos

modelos aditivos podem ser encontrados, por exemplo, em Buja et al. (1989),

Opsomer e Ruppert (1998), Rigby e Stasinopoulos (2005) e Hastie e Tibshirani

(1990), dentre outros.
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3.7.1 Validação cruzada

Consideremos o modelo não paramétrico (3.33). Validação cruzada (VC) é um

método usado para estimar o erro de predição para um modelo ajustado aos dados.

Tal método, usa parte dos dados para estimar o modelo e o restante para avaliar

se ele é adequado ou não. De acordo com Green e Silverman (1994), quando a

estimativa da função não paramétrica f é uma spline cúbica natural, a expressão

do escore de validação cruzada é dada por

VC(α) = n−1

n∑

i=1

(
yi −f̂(ti, α)

1 − hii(α)

)2

,

em que f̂(α) = H(α)y, sendo y = (y1, . . . , yn)T e f̂(α) = (f̂(t1, α), . . . , f̂(tn, α))T

a estimativa de f , para um valor de α fixo, e hii(α) o i-ésimo elemento diagonal da

matriz H(α), denominada matriz hat ou matriz de influência, definida na forma

H(α) = (In + αQR−1QT )−1 , (3.39)

sendo as matrizes Q e R definidas na Subseção 3.2.1. Green e Silverman (1994)

fornecem um algoritmo eficiente para obter os elementos hii(α) e um procedimento

alternativo para calcular tr{H(α)} baseado nos autovalores da matriz hat. A

idéia básica de validação cruzada é escolher o valor de α que minimize VC(α).

Como não há garantia de que a função VC(α) tenha um único mı́nimo, cuidados

devem ser tomados com sua minimização. Uma rede de procura é, provavelmente,

o melhor caminho a ser seguido. Além disso, qualquer método de minimização

que for utilizado envolverá o cálculo de VC(α) para um número de valores de

α e, por isso, é importante que se utilize um método eficiente para o cálculo de

VC(α). Silverman (1984) propõe um método de validação cruzada aproximado e

mostra, através de um estudo de simulação, que tal método tem boas propriedades

estat́ısticas. Hall e Titterington (1987), propõem e comparam dois métodos para

escolher o parâmetro de suavização, o primeiro baseado em uma medida de risco,

e o outro, baseado em uma medida da qualidade do ajuste do modelo.

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



49

3.7.2 Validação cruzada generalizada

Validação cruzada generalizada (VCG) é uma forma modificada de validação

cruzada, e é um método popular para encontrar o parâmetro de suavização. A

idéia básica de VCG é substituir 1 − hii(α) pela sua média, 1 − n−1tr{H(α)}.
Assim, o escore de validação cruzada generalizada é constrúıdo por analogia com

validação cruzada. Dessa forma temos que,

VCG(α) = n−1

∑n
i=1(yi −f̂(ti, α))2

(
1 − n−1tr{H(α)}

)2 .

Da mesma maneira que no caso de validação cruzada, a escolha do parâmetro de

suavização para validação cruzada generalizada é realizada pela minimização do

escore VCG(α). No caso espećıfico em que todos os hii(α) são iguais, o método

de validação cruzada generalizada seria idêntico ao método de validação cruzada.

O’Sullivan et al. (1986) mostra, com base em argumentos assintóticos e resultados

de simulação, que validação cruzada generalizada tem um comportamento satis-

fatório desde o ponto de vista do critério do erro quadrático médio ponderado (veja

também Wahba, 1985; Wecker e Ansley, 1983; Wang, 1998 e Kohn et al. 1991).

3.8 Seleção de modelos

Nesta seção trataremos de maneira sucinta a seleção de modelos na classe

de modelos MMASE. Devido a que os parâmetros do modelo são estimados via

máxima verossimilhança penalizada, convém utilizarmos, em analogia com o caso

paramétrico, o critério de informação de Akaike (AIC) (Akaike, 1974), ou algumas

das suas variantes, como por exemplo, o critério de informação de Schwarz (SIC)

(Schwarz, 1978); veja também Burnham e Anderson (1998) e Pauler (1998). O

critério de informação de Schwarz definido na classe dos modelos MMASEs é dado

por

SIC(θ̂) = −2Lp(θ̂,α) + p∗ log n , (3.40)
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em que Lp(θ̂,α) corresponde ao logaritmo da função de verossimilhança penalizada,

definido na equação (3.6), avaliado na estimativa de máxima verossimilhança pe-

nalizada de θ, p∗ = p+r+d∗ corresponde o número total de parâmetros no modelo,

com r =
∑s

k=1 rk e d∗ = dλ + dγ, e n denota o tamanho da amostra. Note que

maximizar o logaritmo da função de verossimilhança penalizada é equivalente a

minimizar o critério de informação de Schwarz. Logo, do ponto de vista prático,

escolhemos, dentre os modelos considerados, aquele que apresente o menor valor

de SIC(θ̂). O critério de informação de Schwarz também pode ser utilizado para

escolher os graus de liberdade da distribuição t-Student (no caso univariado ou

multivariado), e na seleção dos parâmetros de suavização, sendo escolhida a com-

binação dos parâmetros que minimiza o valor de SIC(θ̂). Outos detalhes sobre

o critério de informação de Schwarz no contexto dos modelos não paramétricos,

semiparamétricos e aditivos, podem ser encontrados, por exemplo, em Hurvich et

al. (1998), Simonoff e Tsai (1999) e Durban et al. (2003), e Rigby e Stasinopoulos

(2005), respectivamente.

3.9 Conclusões do caṕıtulo

A contribuição principal deste caṕıtulo foi o desenvolvimento de um processo

iterativo para estimar os parâmetros do modelo misto aditivo semiparamétrico

eĺıptico. Especificamente, a partir do logaritmo da função de verossimilhança

penalizada do modelo marginal, calculamos as funções escore e as matrizes de

informação de Fisher associadas aos parâmetros do modelo. Usando esses resul-

tados, derivamos o processo iterativo escore de Fisher e backfitting para estimar o

coeficiente de regressão e as funções não paramétricas. O processo iterativo escore

de Fisher também foi proposto para estimar os componentes de variância e o esti-

mador emṕırico de Bayes para estimar os efeitos aleatórios. Em analogia com os

modelos paramétricos, sugerimos estimar o erro padrão dos estimadores usando a

matriz de informação de Fisher. O critério de informação de Akaike foi proposto

como uma alternativa para a seleção de modelos e os parâmetros de suavização.
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Caṕıtulo 4

Influência local baseada na função de

verossimilhança penalizada

Neste caṕıtulo concentramos nossa discussão no desenvolvimento do método de in-

fluência local para os modelos mistos aditivos semiparamétricos eĺıpticos. Iniciamos

o caṕıtulo descrevendo alguns dos principais trabalhos relacionados à aplicação

desta metodologia em modelos paramétricos. A Seção 2 descreve o método de

influência local baseado na verossimilhança penalizada. A Seção 3 apresenta os

resultados obtidos da derivação da curvatura normal. Especificamente, a matriz de

informação observada de Fisher e a matriz de perturbações para diferentes esque-

mas de perturbação. No final, a Seção 4 contém uma discussão sobre os principais

resultados apresentados neste caṕıtulo.

4.1 Introdução

Uma etapa importante na modelagem estat́ıstica é verificar posśıveis afasta-

mentos das suposições estabelecidas sobre o modelo, bem como a existência de

observações discrepantes com alguma interferência desproporcional sobre os re-

sultados derivados do ajuste do modelo. Na literatura estat́ıstica essa etapa é

conhecida como análise de diagnóstico. Inserido neste contexto, tem-se desenvol-

vido diversos procedimentos para detectar a presença de observações discrepantes.

Dentre as técnicas mais usadas encontra-se a análise de reśıduos e a eliminação de
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casos. A análise de reśıduos sugere o uso de uma inspeção gráfica dos reśıduos pa-

dronizados. Eliminação de casos propõe avaliar o impacto de cada observação sobre

as estimativas da regressão através da retirada individual de cada observação do

conjunto de dados. Uma observação é influente se o efeito de exclúı-la do conjunto

de dados produz diferenças significativas na análise. Nesse sentido, a distância

de Cook tem recebido uma atenção especial. A análise de influência baseada nos

reśıduos e eliminação de casos foi proposta, inicialmente, para o modelo de re-

gressão paramétrico. Alguns trabalhos relacionados são os seguintes: Cox e Snell

(1968) apresentam uma forma geral de definir reśıduos e propõem um método para

encontrar seus dois primeiros momentos; Cook (1977) propõe um importante pro-

cedimento para detectar observações influentes baseado na idéia de eliminação de

casos; Belsley et al. (1980) discutem a padronização dos reśıduos e apresentam

algumas medidas de diagnóstico dirigidas à identificação de dados influentes; Cook

e Weisberg (1982) desenvolvem algumas medidas de diagnóstico para o modelo de

regressão baseadas nos reśıduos e na distância de Cook; Hawkins (1980) e Rousse-

euw e Leroy (1987) tratam o problema da identificação de observações aberrantes;

Caroni (1987) apresenta análise de reśıduos e de influência para o modelo linear

multivariado; Paula e Peres (1988) discutem a eliminação de pontos em modelos

lineares generalizados com parâmetros restritos; Christensen et al. (1992) desen-

volvem a idéia de eliminação de casos para modelos com efeito misto; Cordeiro e

Paula (1992) estendem a técnica de eliminação de casos para modelos cuja distri-

buição não pertence à famı́lia exponencial; Banerjee e Frees (1997) apresentam um

procedimento de diagnóstico de influência baseado na eliminação de observações

em modelos lineares longitudinais; Galea et al. (2000) estudam a técnica de eli-

minação de casos em modelos eĺıpticos multivariado; Zhu et al. (2001) estudam

a técnica de eliminação de casos para modelos com dados incompletos; e Dı́az et

al. (2003) desenvolvem diagnóstico de influência para o modelo de regressão linear

multivariado eĺıptico. Veja também outros trabalhos relacionados em Gnanade-

sikan (1977), Polasek (1984), Chatterjee e Hadi (1988), Barnett e Lewis (1994),

Peña (2005) e Tan et al. (2001).
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A análise de influência baseada nos reśıduos e na técnica de eliminação de

casos desenvolvida para o modelo de regressão paramétrico, também tem sido es-

tendida para os modelos de regressão não paramétrico e semiparamétrico. Alguns

trabalhos relacionados são os seguintes: Eubank (1984) estuda as propriedades da

matriz de alavancas no contexto de regressão não paramétrica e deriva algumas

medidas de diagnóstico usando suavização tipo spline; Silverman (1985) apresenta

uma discussão sobre o uso de reśıduos em regressão não paramétrica usando su-

avização tipo spline; Eubank (1985) deriva as propriedades de algumas medidas

de diagnóstico para regressão não paramétrica, baseadas nos pontos de alavanca

e reśıduos studentizados; Eubank e Gunst (1986) derivam algumas medidas de

diagnóstico para a classe de estimadores de mı́nimos quadrados penalizados sob

um ponto de vista bayesiano; Eubank e Thomas (1993) propõem alguns testes e

gráficos de diagnóstico para detectar heteroscedasticidade em regressão não pa-

ramétrica usando suavização por splines (veja também Gu, 1992); Kim (1996)

estuda reśıduos, alavanca e algumas distâncias tipo Cook usando suavização por

spline; Wei (2004) apresenta algumas medidas de diagnóstico de influência e ro-

bustez para suavização por spline; Kim et al. (2002) apresentam algumas medidas

de diagnóstico de influência, como funções dos reśıduos e alavancas para as esti-

mativas do componente paramétrico e não paramétrico propostas por Speckman

sobre o modelo de regressão semiparamétrico (linear parcial). Recentemente, Fung

et al. (2002) apresentam um importante trabalho no qual estendem as medidas de

diagnóstico baseadas nos reśıduos e na distância de Cook para as estimativas de

máxima verossimilhança penalizada sob o modelo linear com efeito misto semipa-

ramétrico normal. As fórmulas obtidas para a análise de influência apresentadas

por Fung et al. (2002) são expressões generalizadas das fórmulas desenvolvidas

para os modelos paramétrico e não paramétrico.

Como alternativa à análise de influência baseada na eliminação de pontos, Cook

(1986) desenvolve um método de diagnóstico mais inovador na área de regressão,

conhecido como influência local. A idéia básica do método de influência local é

avaliar a influência conjunta das observações quando pequenas perturbações são
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introduzidas no modelo ou nos dados, ao invés da avaliação da influência induzida

pela retirada individual ou conjunta dessas observações. Se o fato de introdu-

zir uma pequena perturbação no modelo gera mudanças significativas nos resul-

tados da análise, então isso é uma evidência de alguma dificuldade. Sugere-se

medir a sensibilidade da análise frente a mudanças no modelo através de algum

tipo de derivada. Cook propõe usar a curvatura da superf́ıcie do afastamento da

verossimilhança que é essencialmente equivalente a usar a segunda derivada do

afastamento da verossimilhança. Na atualidade, o método de influência local tem

recebido uma atenção especial na comunidade Estat́ıstica envolvida na análise de

diagnóstico de influência e tem-se intensificado o estudo desse método para diver-

sos modelos estat́ısticos. Por exemplo, Paula (1993) propõe uma nova medida de

influência local para modelos lineares com parâmetros restritos; Galea et al. (1997)

desenvolvem a técnica de influência local para o modelo de regressão linear eĺıptico;

Lesaffre e Verbeke (1998) nos modelos lineares mistos; Ouwens et al. (2001) nos

modelos lineares generalizados mistos; Pan e Fang (2002) nos modelos de curva

de crescimento; Dı́az-Garćıa et al. (2003) no modelo de regressão linear multi-

variado eĺıptico; Villegas (2002) no contexto dos modelos lineares generalizados;

Ibacache (2004) no modelo de regressão multivariado normal com erros aleatórios

equicorrelacionados; Lu e Song (2006) no modelo com variáveis latentes probito;

Liu (2000) e Liu (2002) no modelo linear eĺıptico multivariado; Liu (2004) no

modelo de séries de tempo heteroscedástico condicional eĺıptico; Galea et al. (2005)

no modelo de calibração comparativa t-Student; e Osorio (2006) no modelo linear

misto eĺıptico. Veja também outros detalhes sobre o método em Billor e Loynes

(1993), Fung e Kwan (1997), Cook (1997), e Poon e Poon (1999). Por outro lado,

o método de influência local tem sido também estendido para os modelos não pa-

ramétricos e semiparamétricos. Por exemplo, Thomas (1991) desenvolve a técnica

de influência local para o parâmetro de suavização selecionado pelo método de

validação cruzada no modelo de regressão não paramétrico e Zhu et al. (2003) es-

tendem a análise de influência local para as estimativas de máxima verossimilhança

penalizada derivadas do modelo linear parcial normal univariado.
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4.2 Método de influência local

Nesta seção desenvolvemos o método de influência local baseado na função

de verossimilhança penalizada. Nosso propósito é avaliar a sensibilidade das es-

timativas de máxima verossimilhança penalizada quando introduzimos pequenas

perturbações no modelo ou nos dados. Por simplicidade, vamos assumir que o

vetor de parâmetros de suavização, α, é fixo.

Consideremos o modelo misto aditivo semiparamétrico eĺıptico (2.12), em que

o logaritmo da função de verossimilhança penalizada é expresso na forma

Lp(θ,α) =
n∑

i=1

Lpi
(θ,α) , (4.1)

sendo Lpi
(θ,α) a contribuição da i-ésima observação definida pela equação (3.7).

Suponhamos que Lp(θ,α |ω) é uma versão perturbada de Lp(θ,α) que depende do

vetor de perturbações ω = (ω1, . . . , ωn)T de dimensão (n×1), restrito ao subespaço

Euclideano aberto Ω ⊂ Rn, e assumimos que existe um vetor ω0 de não perturbação

que satisfaz Lp(θ,α |ω0) = Lp(θ,α). Supor ainda que θ̂ é a estimativa de máxima

verossimilhança penalizada obtida ao maximizar Lp(θ,α), e θ̂ω a estimativa de

máxima verossimilhança penalizada obtida ao maximizar Lp(θ,α |ω). Uma forma

de comparar θ̂ e θ̂ω é medir a distância entre essas estimativas através da função

de afastamento da verossimilhança, definida como

DV (ω) = 2
[
Lp(θ̂,α) − Lp(θ̂ω,α)

]
≥ 0 .

A idéia de influência local é estudar o comportamento de DV (ω) em torno de

ω0. O procedimento consiste em escolher uma direção unitária arbitrária, ℓ, e então

considerar o gráfico de DV (ω0 +a ℓ) versus a, para a ∈ R. Esse gráfico é chamado

de linha projetada. Note que DV (ω0 + a ℓ) tem um mı́nimo local em a = 0,

uma vez que DV (ω0) = 0. Cada linha projetada pode ser caracterizada através

da curvatura normal Cℓ(θ) em torno de a = 0. Cook considera a direção ℓmax

correspondente à maior curvatura Cℓmax(θ). Eventualmente um gráfico de ı́ndices

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



56

de ℓmax pode revelar as observações que sob pequenas perturbações exercem uma

notável influência sobre DV (ω).

De acordo com Cook (1986), equação (11), a curvatura normal na direção ℓ é

dada por

Cℓ(θ) = 2|ℓT∆T
p L̈−1

p ∆pℓ| ,

em que o vetor ℓ ∈ Ω e ‖ℓ‖ = 1, e

L̈p =
∂2Lp(θ,α)

∂θ∂θT

∣∣∣∣
θ=θ̂

,

e

∆p =
∂2Lp(θ,α |ω)

∂θ∂ωT

∣∣∣∣
θ=θ̂, ω=ω0

.

Note que −L̈p = −L̈p(θ) denota a matriz de informação de Fisher observada pe-

nalizada e ∆p = ∆p(θ) é a matriz de perturbação penalizada. Cℓ(θ) representa a

curvatura normal sob a estimativa de θ após perturbar o modelo Lp(θ,α). Eventu-

almente valores grandes da curvatura Cℓ(θ) podem indicar a presença de uma alta

sensibilidade na estimativa induzida pelas perturbações na direção ℓ. De acordo

com Poon e Poon (1999) podemos usar a curvatura normal conformal (curvatura

invariante sob transformações uniformes de escala) definida por

Bℓ(θ) =
Cℓ(θ)

2‖ℓT∆T
p L̈−1

p ∆pℓ‖F

, (4.2)

em que ‖ · ‖F denota a norma Frobenius definida por ‖A‖F = {tr(AT A)}1/2

para uma matriz A. Essa curvatura caracteriza-se por permitir que para qualquer

direção ℓ verifica-se 0 ≤ Bℓ(θ) ≤ 1.

Em certas situações estamos interessados em avaliar a influência local sobre o

subconjunto de parâmetros, digamos θ1, de θ = (θT
1 , θ

T
2 )T . Nesse caso, usamos

DV (ω) = 2
[
Lp(θ̂,α) − Lp

(
θ̂1ω, θ̂2(θ̂1ω),α

)]
,
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em que θ̂2(θ1ω) denota a estimativa de máxima verossimilhança penalizada deri-

vada do modelo não perturbado assumindo que θ1 é fixo. De acordo com a partição

do vetor θ, podemos particionar a matriz Hessiana na forma

L̈p =

(
L̈p11 L̈p12

L̈p21 L̈p22

)

e, consequentemente, podemos definir uma matriz G11 da seguinte maneira:

G11 =

(
0 0

0 L̈−1
p22

)
.

Então, a curvatura normal para θ1 na direção ℓ, assume a forma

Cℓ(θ) = −2ℓT ∆T
p

{
L̈−1

p −G11

}
∆p ℓ ,

e a direção da maior curvatura corresponde ao autovetor associado ao maior au-

tovalor de B1 = ∆T
p

{
L̈−1

p − G11

}
∆p. Analogamente, podemos estar interessados

em avaliar a influência local sobre θ2. Neste caso, definimos uma matriz G22 da

seguinte maneira:

G22 =

(
L̈−1

p11
0

0 0

)
.

Portanto, a curvatura normal para θ2 na direção ℓ, assume a forma

Cℓ(θ) = −2ℓT ∆T
p

{
L̈−1

p −G22

}
∆p ℓ ,

e a direção da maior curvatura corresponde ao autovetor associado ao maior au-

tovalor de B2 = ∆T
p

{
L̈−1

p − G22

}
∆p. Na prática, a análise de influência local

reduz-se a encontrar o maior autovalor absoluto da matriz B (B1 ou B2), Cℓmax , e

seu correspondente autovetor, ℓmax.

Finalmente, seja ei,n um vetor n × 1 cujo i−ésimo elemento é igual a 1 e os

restantes elementos iguais a zero. Escobar e Meeker (1992) propuseram estudar a
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curvatura normal na direção ℓ = ei,n. De acordo com Escobar e Meeker (1992),

essa curvatura é definida por

Ci = 2|eT
i,n B ei,n| = 2| bii | , (4.3)

em que B = ∆T
p L̈−1

p ∆p com bii sendo o i-ésimo elemento da diagonal principal da

matriz B, para i = 1, . . . , n. Essa medida é chamada medida de influência local

total da i-ésima observação. Verbeke e Molenberghs (2000) sugerem considerar a

i-ésima observação influente se Ci > 2C̄, para C̄ =
∑n

i=1Cn/s.

4.3 Derivação da curvatura

A seguir calculamos a matriz de informação observada penalizada, −L̈p(θ),

e a matriz ∆p(θ) para diferentes esquemas de perturbação. Consideremos o ve-

tor de parâmetros de suavização, α, fixo, e denotemos as primeiras e segundas

derivadas parciais das matrizes de escala D e Vi em relação aos vetores λ e γ,

respectivamente, da seguinte forma: Ḋ(l) = ∂D/∂λl, D̈(j, l) = ∂2Di/∂λj∂λl,

V̇(l) = ∂Vi/∂γl e V̈(j, l) = ∂2Vi/∂γj∂γl.

4.3.1 Matriz de informação

Seja f = (fT
1 , . . . , f

T
s )T . A matriz de informação observada penalizada associada

ao modelo misto aditivo semiparamétrico eĺıptico (a obtenção deste resultado é

descrito em detalhe no apêndice C) assume a forma

−L̈p(θ) = −
n∑

i=1

L̈pi
(θ) , (4.4)

em que

L̈pi
(θ) =

∂2Lpi
(θ, α)

∂θ∂θT

∣∣∣
θ=θ̂

=




L̈
ββ
pi

L̈
β f
pi

L̈
βλ
pi

L̈
βγ
pi

L̈
f β
pi

L̈
f f
pi

L̈
f λ
pi

L̈
f γ
pi

L̈
λβ
pi

L̈
λ f
pi

L̈
λλ
pi

L̈
λγ
pi

L̈
γβ
pi

L̈
γ f
pi

L̈
γλ
pi

L̈
γγ
pi




,
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com

L̈
ββ
pi

=
∂2Lpi

(θ,α)

∂β∂βT

∣∣∣
θ=θ̂

(4.5)

= 2XT
i Σ̂

−1

i

[
2W ′

g(δ̂i)ε̂iε̂
T
i +Wg(δ̂i)Σ̂i

]
Σ̂

−1

i Xi ,

L̈
f f
pi

=
∂2Lpi

(θ,α)

∂f∂fT

∣∣∣
θ=θ̂

, (4.6)

∂2Lpi
(θ,α)

∂fk∂f
T
k′

∣∣∣
θ=θ̂

=





2NT
kiΣ̂

−1

i

[
2W ′

g(δ̂i)ε̂iε̂
T
i +Wg(δ̂i)Σ̂i

]
Σ̂

−1

i Nki − αk

n
Kk k = k

′

2NT
kiΣ̂

−1

i

[
2W ′

g(δ̂i)ε̂iε̂
T
i +Wg(δ̂i)Σ̂i

]
Σ̂

−1

i Nk′i k 6= k
′

∂2Lpi
(θ,α)

∂fk∂fT
k
′

∣∣∣
θ=θ̂

= 2NT
kiΣ̂

−1

i

[
2W ′

g(δ̂i)ε̂iε̂
T
i +Wg(δ̂i)Σ̂i

]
Σ̂

−1

i Nki −
αk

n
Kk ,

L̈
λλ
pi

=
∂2Lpi

(θ,α)

∂λ∂λT

∣∣∣
θ=θ̂

, (4.7)

∂2Lpi
(θ,α)

∂λj∂λl

∣∣∣
θ=θ̂

=
1

2
tr Σ̂

−1

i Zi

[
Ḋ(j)ZT

i Σ̂
−1

i ZiḊ(l) − D̈(j, l)
]
ZT

i + ε̂
T
i Σ̂

−1

i Zi

[
W ′

g(δ̂i)Ḋ(j)ZT
i Σ̂

−1

i ε̂iε̂
T
i Σ̂

−1

i ZiḊ(l) −Wg(δ̂i)D̈(j, l) +Wg(δ̂i)

Ḋ(j)ZT
i Σ̂

−1

i ZiḊ(l) +Wg(δ̂i)Ḋ(l)ZT
i Σ̂

−1

i ZiḊ(j)
]
ZT

i Σ̂
−1

i ε̂i ,

L̈
γγ
pi

=
∂2Lpi

(θ,α)

∂γ∂γT

∣∣∣
θ=θ̂

, (4.8)
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∂2Lpi
(θ,α)

∂γj∂γl

∣∣∣
θ=θ̂

=
1

2
tr Σ̂

−1

i

[
V̇(j)Σ̂

−1

i V̇(l) − V̈(j, l)
]

+ ε̂
T
i Σ̂

−1

i

[
W ′

g(δ̂i)V̇(j)Σ̂
−1

i ε̂iε̂
T
i Σ̂

−1

i V̇(l) −Wg(δ̂i)V̈(j, l)

+Wg(δ̂i)V̇(j)Σ̂
−1

i V̇(l) +Wg(δ̂i)V̇(l)Σ̂
−1

i V̇(j)
]
Σ̂

−1

i ε̂i ,

L̈
βf
pi

=
∂2Lpi

(θ,α)

∂β∂fT

∣∣∣
θ=θ̂

, (4.9)

∂2Lpi
(θ,α)

∂β∂fT
k

∣∣∣
θ=θ̂

= 2XT
i Σ̂

−1

i

[
2W ′

g(δ̂i)ε̂iε̂
T
i +Wg(δ̂i)Σ̂i

]
Σ̂

−1

i Nki ,

L̈
βλ
pi

=
∂2Lpi

(θ,α)

∂β∂λT

∣∣∣
θ=θ̂

, L̈
βγ
pi

=
∂2Lpi

(θ,α)

∂β∂γT

∣∣∣
θ=θ̂

, (4.10)

∂2Lpi
(θ,α)

∂β∂λl

∣∣∣
θ=θ̂

= 2XT
i Σ̂

−1

i

[
W ′

g(δ̂i)ε̂iε̂
T
i +Wg(δ̂i)Σ̂i

]
Σ̂

−1

i ZiḊ(j)ZT
i Σ̂

−1

i ε̂i ,

∂2Lpi
(θ,α)

∂β∂γj

∣∣∣
θ=θ̂

= 2XT
i Σ̂

−1

i

[
W ′

g(δ̂i)ε̂iε̂
T
i +Wg(δ̂i)Σ̂i

]
Σ̂

−1

i V̇(j)Σ̂
−1

i ε̂i ,

L̈
fλ
pi

=
∂2Lpi

(θ,α)

∂f∂λT

∣∣∣
θ=θ̂

, L̈
fγ
pi

=
∂2Lpi

(θ,α)

∂f∂γT

∣∣∣
θ=θ̂

, (4.11)

∂2Lpi
(θ,α)

∂fk∂λl

∣∣∣
θ=θ̂

= 2NT
kiΣ̂

−1

i

[
W ′

g(δ̂i)ε̂iε̂
T
i +Wg(δ̂i)Σ̂i

]
Σ̂

−1

i ZiḊ(j)ZT
i Σ̂

−1

i ε̂i ,

∂2Lpi
(θ,α)

∂fk∂γj

∣∣∣
θ=θ̂

= 2NT
kiΣ̂

−1

i

[
W ′

g(δ̂i)ε̂iε̂
T
i +Wg(δ̂i)Σ̂i

]
Σ̂

−1

i V̇(j)Σ̂
−1

i ε̂i ,
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L̈
γλ
pi

=
∂2Lpi

(θ,α)

∂γ∂λT

∣∣∣
θ=θ̂

e (4.12)

∂2Lpi
(θ,α)

∂γj∂λl

∣∣∣
θ=θ̂

=
1

2
tr
[
Σ̂

−1

i V̇(j)Σ̂
−1

i ZiḊ(l)ZT
i

]

+ ε̂
T
i Σ̂

−1

i

[
W ′

g(δ̂i)V̇(j)Σ̂
−1

i ε̂iε̂
T
i Σ̂

−1

i ZiḊ(l)ZT
i + Wg(δ̂i)V̇(j)

Σ̂
−1

i ZiḊ(l)ZT
i +Wg(δ̂i)ZiḊ(l)ZT

i Σ̂
−1

i V̇(j)
]
Σ̂

−1

i ε̂i ,

para j = 1, . . . , dλ e l = 1, . . . , dγ , Wg(δi) e W ′
g(δi) avaliadas em δ̂i = ε̂

T
i Σ̂

−1

i ε̂i,

com ε̂i = yi −Xiβ̂ −∑s
k=1 Nkif̂k.

4.3.2 Matriz de perturbação

Nesta seção estudaremos quatro esquemas de perturbação; especificamente,

ponderação de casos, perturbação na matriz de escala, perturbação nas variáveis

explicativas, e perturbação nas variáveis resposta. Detalhes sobre esses esquemas

de perturbação podem ser encontrados em Zhu e Lee (2003), Osorio (2006) e

Osorio et al. (2007). A matriz de perturbação penalizada associada ao modelo

misto aditivo semiparamétrico eĺıptico assume a forma

∆p(θ) =
∂Lp(θ,α |ω)

∂θ∂ωT

∣∣∣∣
θ=θ̂, ω=ω0

=




∆β
p(θ)

∆f1
p (θ)
...

∆fs
p (θ)

∆λ
p(θ)

∆γ
p(θ)




, (4.13)

em que ∆β
p(θ) = ∂2Lp(θ,α |ω)/∂β∂ωT ∈ Rp×n, ∆fk

p (θ) = ∂2Lp(θ,α |ω)/∂fk∂ω
T

∈ Rrk×n (k = 1, . . . , s), ∆λ
p(θ) = ∂2Lp(θ,α |ω)/∂λ∂ωT ∈ Rdλ×n, e ∆γ

p(θ) =

∂2Lp(θ,α |ω)/∂γ∂ωT ∈ Rdγ×n, sendo os elementos de cada matriz avaliados em
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θ = θ̂ e ω = ω0. Recentemente, Zhu et al. (2007) propuseram correções nos esque-

mas de perturbação utilizados pela metodologia de influência local e mostraram

que essas correções podem levar a resultados diferentes em estudos longitudinais

desbalanceados. Assim, os resultados que apresentamos neste trabalho apresentam

as propriedades ótimas estudadas por Zhu et al. (2007) apenas no caso balanceado.

Ponderação de casos

Através deste esquema de perturbação desejamos avaliar a contribuição indi-

vidual de cada observação sob o processo de estimação. Neste caso, as contri-

buições individuais recebem ponderações diferentes. Seja ω = (ω1, . . . , ωn)T com

0 ≤ ωi ≤ 1, o vetor de perturbação, e ω0 = (1, . . . , 1)T o vetor de não perturbação.

Então, o logaritmo da função de verossimilhança penalizada do modelo (2.12) per-

turbado é dado por

Lp(θ,α |ω) =
n∑

i=1

ωiLi(θ) − 1

2

s∑

k=1

αkf
T
k Kkfk , (4.14)

em que Li(θ) = −1
2
log |Σi|+log(δi) denota a contribuição individual da i-ésima ob-

servação no logaritmo da função de verossimilhança não penalizada. Diferenciando

Lp(θ,α |ω) em relação a θ e ωi, obtemos que

∂2Lpi
(θ,α |ω)

∂β∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2Wg(δ̂i)X
T
i Σ̂

−1

i ε̂i ,

∂2Lpi
(θ,α |ω)

∂fk∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2Wg(δ̂i)N
T
ki Σ̂

−1

i ε̂i , k = 1, . . . , s ,

∂2Lpi
(θ,α |ω)

∂λl∂ωi

∣∣∣
θ=θ̂, ω=ω0

=−1

2
tr
{
Σ̂

−1

i ZiḊ(l)ZT
i

}
−Wg(δ̂i)ε̂

T
i Σ̂

−1

i ZiḊ(l)ZT
i Σ̂

−1

i ε̂i

e

∂2Lpi
(θ,α |ω)

∂γj∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −1

2
tr
{
Σ̂

−1

i V̇(j)
}
−Wg(δ̂i)ε̂

T
i Σ̂

−1

i V̇(j) Σ̂
−1

i ε̂i .
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O esquema de ponderação de casos generaliza a idéia de eliminação de casos,

fornecendo uma boa aproximação de diagnóstico global, sem ter que reestimar os

parâmetros quando uma observação é exclúıda do conjunto de dados. Alternati-

vamente, podemos considerar o esquema de perturbação

Lp(θ,α |ω) =
n∑

i=1

ωi

(
Li(θ) − 1

2 n

s∑

k=1

αkf
T
k Kkfk

)
, (4.15)

e assim avaliar a contribuição individual penalizada de cada observação sobre o

processo de estimação. Neste caso,

∂2Lpi
(θ,α |ω)

∂fk∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2Wg(δ̂i)N
T
ki Σ̂

−1

i ε̂i −
αk

2 n
Kk f̂k , k = 1, . . . , s .

Perturbação na matriz de escala

Este esquema de perturbação permite avaliar a influência que exercem as ob-

servações na estrutura de escala e no vetor dos componentes de variância. Seja

ω = (ω1, . . . , ωn)
T o vetor de perturbação com ωi > 0, e ω0 = (1, . . . , 1)T o vetor

de não perturbação. Assumindo ω−1
i Σi no lugar de Σi, temos que o logaritmo da

função de verossimilhança penalizada do modelo (2.12) perturbado é dado por

Lp(θ,α |ω) =
n∑

i=1

Li(θ |ω) − 1

2

s∑

k=1

αkf
T
k Kkfk , (4.16)

em que Li(θ |ω) = −1
2
log |Σi|+ 1

2
mi logωi + log g(δiω) representa a contribuição

da i-ésima observação no modelo perturbado, com δiω = ωiε
T
i Σ−1

i εi. Diferenciando

Lp(θ,α |ω) em relação a θ e ωi, obtemos que

∂2Lpi
(θ,α |ω)

∂β∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2 {W ′
g(δ̂i) δ̂i +Wg(δ̂i)} XT

i Σ̂
−1

i ε̂i ,

∂2Lpi
(θ,α |ω)

∂fk∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2 {W ′
g(δ̂i) δ̂i +Wg(δ̂i)} NT

kiΣ̂
−1

i ε̂i ,

∂2Lpi
(θ,α |ω)

∂λl∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −{W ′
g(δ̂i) δ̂i +Wg(δ̂i)} ε̂

T
i Σ̂

−1

i ZiḊ(l)ZT
i Σ̂

−1

i ε̂i
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e

∂2Lpi
(θ,α |ω)

∂γj∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −{W ′
g(δ̂i) δ̂i +Wg(δ̂i)} ε̂

T
i Σ̂

−1

i V̇(j)Σ̂
−1

i ε̂i .

Um esquema de perturbação alternativo que permite avaliar a interferência

das observações na matriz de escala dos efeitos aleatórios é considerar Diω = ωiD.

Dessa forma, a perturbação na matriz D pode ser analisada como uma perturbação

na matriz de escala Σi. Isso também é válido para a matriz Vi. Veja maiores

detalhes em Osorio (2006).

Perturbação aditiva na variável explicativa

O fato de introduzir perturbações nas variáveis explicativas pode ter um im-

pacto indesejável sobre as estimativas. Em particular, Fuller (1987) mostra que

a presença de erros de medição nas covariáveis podem gerar uma estimativa para

o coeficiente de regressão altamente viesado. Seja ωi = (ωi1, . . . , ωimi
)T o ve-

tor de perturbação, e ω0 = (0, . . . , 0)T ∈ Rn∗

o vetor de não perturbação, com

n∗ =
∑n

i=1mi. Consideremos xitω = xit + ωi a t-ésima coluna da matriz Xi, para

t = 1, . . . , p, com xit ∈ Rmi e ωi ∈ Rmi . A matriz de planejamento perturbada

fica expressa na forma Xiω = Xi + ωiz
T
t , em que zt ∈ Rp denota um vetor com

um 1 na t-ésima posição e zeros nas demais posições. Então, logaritmo da função

de verossimilhança penalizada do modelo (2.12) perturbado é da forma

Lp(θ,α |ω) =

n∑

i=1

Li(θ |ω) − 1

2

s∑

k=1

αkf
T
k Kkfk ,

em que Li(θ |ω) = −1
2
log |Σi|+log g(δiω), com δiω = εT

iωΣ
−1
i εiω, εiω = εi−zT

t βωi.

Diferenciando Lp(θ,α |ω) em relação a θ e ωi, obtemos que

∂2Lpi
(θ,α |ω)

∂β∂ωT
i

∣∣∣
θ=θ̂, ω=ω0

= 4W ′
g(δ̂i)X

T
i Σ̂

−1

i ε̂iε̂
T
i Σ̂

−1

i β̂t − 2Wg(δ̂i){XT
i βt − ztε̂

T
i }Σ̂

−1

i ,

∂2Lpi
(θ,α |ω)

∂fk∂ωT
i

∣∣∣
θ=θ̂, ω=ω0

= NT
kiΣ̂

−1

i {4W ′
g(δ̂i) ε̂iε̂

T
i + 2Wg(δ̂i)Σ̂i}Σ̂

−1

i β̂t ,
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∂2Lpi
(θ,α |ω)

∂λl∂ωT
i

∣∣∣
θ=θ̂, ω=ω0

= 2 ε̂
T
i Σ̂

−1

i ZiḊ(j)ZT
i Σ̂

−1

i

{
W ′

g(δ̂i) ε̂iε̂
T
i +Wg(δ̂i)Σ̂i

}
Σ̂

−1

i β̂t

e

∂2Lpi
(θ,α |ω)

∂γj∂ωT
i

∣∣∣
θ=θ̂, ω=ω0

= ε̂
T
i Σ̂

−1

i V̇(j)Σ̂
−1

i

{
2W ′

g(δ̂i) ε̂iε̂
T
i + 2Wg(δ̂i)Σ̂i

}
Σ̂

−1

i β̂t ,

em que β̂t denota o t-ésimo elemento do vetor β̂. Podemos considerar um es-

quema de perturbação no qual a matriz de planejamento Xi seja substitúıda pela

matriz perturbada Xiω = Xi + Wi, assumindo que Wi = (ωij) é uma matriz de

perturbação (mi × p). Nesse caso, a matriz de não perturbação é W0 = 0.

Perturbação na variável resposta

Através deste esquema de perturbação desejamos avaliar a sensibilidade das

estimativas quando são introduzidas pequenas perturbações nos componentes de

cada vetor de respostas. Seja ωi = (ωi1, . . . , ωimi
)T ∈ Rmi o vetor de perturbação,

e ω0 = 0 (∈ Rn∗

) o vetor de não perturbação. Consideremos a perturbação do

vetor de respostas na forma yiω = yi + ωi. Então, o logaritmo da função de

verossimilhança penalizada do modelo (2.12) perturbado é dado por

Lp(θ,α |ω) =

n∑

i=1

Li(θ |ω) − 1

2

s∑

k=1

αkf
T
k Kkfk ,

em que Li(θ |ω) = −1
2
log |Σi| + log g(δiω), com δiω = εT

iωΣ
−1
i εiω, εiω = yiω − µi.

Diferenciando Lp(θ,α |ω) em relação a θ e ωi, obtemos que

∂2Lpi
(θ,α |ω)

∂β∂ωT
i

∣∣∣
θ=θ̂, ω=ω0

= −XT
i Σ̂

−1

i {4W ′
g(δ̂i)ε̂iε̂

T
i + 2Wg(δ̂i)Σ̂i}Σ̂

−1

i ,

∂2Lpi
(θ,α |ω)

∂fk∂ωT
i

∣∣∣
θ=θ̂, ω=ω0

= −NT
kiΣ̂

−1

i {4W ′
g(δ̂i) ε̂iε̂

T
i + 2Wg(δ̂i)Σ̂i}Σ̂

−1

i ,

∂2Lpi
(θ,α |ω)

∂λl∂ω
T
i

∣∣∣
θ=θ̂, ω=ω0

= −ε̂
T
i Σ̂

−1

i ZiḊ(l)ZT
i Σ̂

−1

i {2W ′
g(δ̂i) ε̂iε̂

T
i + 2Wg(δ̂i)Σ̂i}Σ̂

−1

i
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e

∂2Lpi
(θ,α |ω)

∂γj∂ωT
i

∣∣∣
θ=θ̂, ω=ω0

= −ε̂
T
i Σ̂

−1

i V̇(j)Σ̂
−1

i {2W ′
g(δ̂i) ε̂iε̂

T
i + 2Wg(δ̂i)Σ̂i}Σ̂

−1

i .

4.4 Conclusões do caṕıtulo

Neste caṕıtulo foi desenvolvido o método de influência local para os modelos

mistos aditivos semiparamétricos eĺıpticos baseados na função de verossimilhança

penalizada. Usando resultados de diferenciação de matrizes, derivamos a matriz de

informação observada de Fisher e as matrizes de perturbações. Os esquemas de per-

turbação abordados neste caṕıtulo foram ponderação de casos, perturbação na ma-

triz de escala, perturbação nas variáveis explicativas, e perturbação nas variáveis

respostas. Todas essas matrizes assumem expressões matriciais que tornam rela-

tivamente simples a implementação computacional do método de influência local

para os modelos mistos aditivos semiparamétricos eĺıpticos, em qualquer software

que permita a manipulação de matrizes.
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Caṕıtulo 5

Modelo linear parcial t-Student univariado

Este caṕıtulo descreve o modelo linear parcial ou semiparamétrico t-eĺıptico, que

é um caso particular do modelo MMASE. Iniciamos nossa descrição fornecendo al-

guns dos principais trabalhos relacionados com o modelo linear parcial e sua apli-

cabilidade em diferentes áreas de pesquisa. Em seguida, especificamos o modelo

e derivamos a função escore e a matriz de informação de Fisher baseados na

verossimilhança penalizada. Logo, apresentamos o vetor de reśıduos padronizados

e o método de validação cruzada generalizada. Finalmente, particularizamos o

método de influência local descrito no Caṕıtulo 4 para esta classe de modelos.

5.1 Introdução

O modelo linear parcial ou semiparamétrico (MLP) é uma extensão do modelo

linear clássico e caracteriza-se por incluir, além de um componente paramétrico

explicando a variável resposta, um componente não paramétrico associado a al-

guma covariável. Esses modelos têm sido aplicados em diversas áreas. No con-

texto de estudos longitudinais, por exemplo, tem-se mostrado que os ńıveis de

uma variável resposta dependem do tempo em forma não paramétrica. Alguns

trabalhos relacionados com os modelos MLPs são os seguintes. Heckman (1986)

prova a consistência e normalidade assintótica do estimador do coeficiente de re-

gressão e mostra que o viés é assintoticamente despreźıvel. Além disso, Heckman
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mostra que o estimador do coeficiente de regressão e da função não paramétrica

são estimadores de Bayes quando assumimos uma distribuição a priori apropriada,

e apresenta uma aplicação no contexto de análise de variância para um esquema

de amostragem balanceado. Rice (1986) estuda alguns critérios de convergência e

mostra que o viés do estimador do coeficiente de regressão pode dominar, assintoti-

camente, a variância sob um esquema de amostragem desbalanceado. Green (1987)

estuda o comportamento assintótico dos estimadores de máxima verossimilhança

penalizada e fornece definições apropriadas para a função desvio, os graus de liber-

dade, e os reśıduos. Além disso, apresenta aproximações quadráticas para todas

as estat́ısticas propostas; veja também Green (1985). Speckman (1988) compara

o viés e a variância dos estimadores do modelo MLP e propõe um novo estimador

que apresenta um viés assintoticamente de ordem menor; veja também Shiau e

Wahba (1988). Heckman (1988) deriva dois estimadores minimax para o coefi-

ciente de regressão e mostra que cada um desses estimadores apresenta um erro

quadrático médio igual a n−1 quando as covariáveis estão altamente correlaciona-

das (não necessariamente de forma exata). Pitrun et al. (2006) desenvolvem alguns

testes de hipóteses para provar a não linearidade no modelo MLP. Bianco et al.

(2006) estudam o problema de teste de hipóteses para o coeficiente de regressão e

analisam sua distribuição assintótica. Ma et al. (2006) estudam os modelos MLPs

heteroscedásticos e propõem uma famı́lia de estimadores consistentes. Além disso,

eles estudam suas propriedades assintóticas. Liang (2006) estuda alguns aspectos

inferenciais sob o modelo MLP e propõe dois testes para avaliar a linearidade do

componente não paramétrico. Com relação ao desenvolvimento de métodos de

diagnóstico, Thomas (1991) propõe uma medida de diagnóstico de influência local

para a estimativa do parâmetro de suavização em regressão spline. Kim et al.

(2002) apresentam algumas medidas de influência baseadas nos reśıduos e pontos

de alavanca para detectar observações influentes nas estimativas do componente

paramétrico e não paramétrico sugeridas por Speckman. E, recentemente, Zhu et

al. (2003) estendem a análise de influência local para avaliar a sensibilidade das

estimativas de máxima verossimilhança penalizada derivadas do MLP gaussiano.
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5.2 Especificação do modelo

Seja yi (i = 1, . . . , n) a resposta associada à i-ésima unidade experimental. O

modelo linear parcial (MLP) univariado assume a forma

yi = xT
i β + f(ti) + ǫi , (5.1)

em que xi é um vetor (p × 1) de variáveis explicativas, β é um vetor (p × 1) de

parâmetros desconhecidos, f(t) é uma função suave duas vezes diferenciável que

depende da covariável t, e ǫ1, . . . , ǫn são erros aleatórios independentes. Em termos

matriciais, o modelo linear parcial pode ser expresso na forma

y = Xβ + Nf + ǫ , (5.2)

em que y = (y1, . . . , yn)T é o vetor de respostas (n × 1), X é uma matriz de

planejamento (n×p) cuja i-ésima linha é xT
i , N é uma matriz de incidência (n×r)

cujo elemento (j, ℓ)-ésimo é igual à função indicadora I(ti) = t0
ℓ (i = 1, . . . , n

; ℓ = 1, . . . , r) com t0
1, . . . , t

0
r sendo os valores ordenados e distintos de ti, f =(

f(t0
1), . . . , f(t0

r)
)T

e ǫ = (ǫ1, . . . , ǫn)T é um vetor de erros aleatórios (n× 1).

Assumindo que ǫi segue uma distribuição t-Student univariada com parâmetro

de posição 0, parâmetro de escala φ, e graus de liberdade νi, temos que

yi ∼ t1(µi, φ, νi) , (5.3)

cuja função densidade é dada por

fy(yi) =
φ−1/2Γ(1+νi

2
)

(πνi)1/2Γ
(

νi

2

)(1 + ν−1
i φ−1δi

)−
(

1+νi
2

)
,

em que Γ(·) denota a função gama, δi = φ−1(yi −µi)
2, µi = xT

i β + nT
i f , e nT

i é a

i-ésima linha da matriz de incidência N (i = 1, . . . , n). De acordo com Lange et

al. (1989), temos que
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E(yi) = µi (νi > 0) e

Var(yi) =
νi

νi − 2
φ (νi > 2) .

Por simplicidade, vamos assumir que νi = ν (i = 1, . . . , n) é fixo. Dessa forma,

o vetor de parâmetros a ser estimado no modelo linear parcial t-Student univariado

será

θ = (βT , fT , φ)T ,

cujo espaço paramétrico associado é dado por

Θ =
{

θ ∈ Rp∗| β ∈ Θβ, f ∈ Θf , φ ∈ Θφ

}
,

em que Θβ ⊆ Rp e Θf ⊆ Rr denotam, respectivamente, os espaços associados aos

componente paramétrico e não paramétrico; Θφ = R+; e p∗ = p + r + 1. Logo, o

logaritmo da função de verossimilhança de θ pode ser expresso na forma

L(θ) =
n∑

i=1

Li(θ) , (5.4)

em que

Li(θ) = log

{
Γ(ν+1

2
)

(φν)1/2Γ(ν
2
)

}
− 1

2
log φ−

(ν + 1

2

)
log
{

1 +
δi
ν

}
. (5.5)

Como mencionamos no Caṕıtulo 3, a maximização direta de (5.4) sem esta-

belecer restrições para a função f pode fazer com que β seja não identificável.

Para fazer frente a essa dificuldade, consideramos um procedimento alternativo

que consiste em incorporar uma função de penalidade do tipo (3.5) no logaritmo

da função de verossimilhança L(θ). Dessa forma, o estimador da função f con-

duz a uma spline cúbica natural com nós nos pontos t0
1, . . . , t

0
r. Usando o mesmo

critério (veja Seção 3.2.2) temos que o logaritmo da função de verossimilhança pe-
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nalizada associado ao modelo linear parcial t-Student univariado pode ser expresso

na forma

Lp(θ, α) =
n∑

i=1

Lpi
(θ, α), (5.6)

em que

Lpi
(θ, α) = Li(θ) − α

2n

∫ b

a

[
f (2)(t)

]2
dt

= Li(θ) − α

2n
fTKf , (5.7)

f
(2)
k (t) = d2

dt2
f(t) com t ∈ [a, b], f é uma função que pertence ao espaço de

funções de Sovolev definido em (3.2.1), α é o parâmetro de suavização que regula

a qualidade do ajuste e a ondulação da estimativa de f , e K é a matriz de

suavização positiva definida dada pela equação (2.3) de Green e Silverman (1994).

Dessa forma, o valor de θ que maximiza Lp(θ, α), em todo o espaço paramétrico

Θ, digamos θ̂, é chamado de estimador de máxima verossimilhança penalizada

(EMVP) de θ, e satisfaz

Lp(θ̂, α) ≥ sup
θ∈Θ

Lp(θ, α) .

Na seguinte seção derivamos o procedimento para estimar o vetor de parâmetros

θ associado ao modelo linear parcial t-Student univariado.

5.3 Processo de estimação

O problema de estimação do coeficiente de regressão, β, e da função não

paramétrica, f , sob o modelo linear parcial, tem sido discutido por vários autores.

Por exemplo, Heckman (1986) estima o coeficiente de regressão e a função não

paramétrica no modelo MLP baseado no critério da verossimilhança penalizada, e

mostra que o estimador da função não paramétrica é uma spline cúbica natural;

veja também Engle et al. (1986) e Rice (1986). Green (1987) estima os efeitos

paramétricos e os efeitos não paramétricos do modelo MLP baseado no critério da

verossimilhança penalizada, e sugere resolver as equações de estimação através do
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processo iterativo de Newton-Raphson ou escore de Fisher. Speckman (1988) apre-

senta um método para estimar o coeficiente de regressão e a função não paramétrica

no modelo MLP baseado em um procedimento de suavização tipo kernel. Robin-

son (1988) estuda o problema de estimação do coeficiente de regressão e observa

que esse estimador é inconsistente quando a função não paramétrica não é para-

metrizada corretamente. Além disso, Robinson propõe um estimador de mı́nimos

quadrados
√
n-consistente para o coeficiente de regressão; veja também Opsomer

e Ruppert (1999). He e Shi (1996) consideram o problema de estimação sob o

modelo MLP baseado em aproximações B-spline; veja também He et al. (2005) no

contexto dos modelos MLPs generalizados para dados longitudinais. Hamilton e

Truong (1997) consideram o problema de estimação sob o modelo MLP baseado

em técnicas de ajuste polinomial local. No contexto dos modelos MLPs para da-

dos longitudinais, He et al. (2002) aproximam a função não paramétrica usando

regressão spline, e estimam o parâmetro de regressão e o coeficiente spline através

de estimadores M. E, recentemente, Gannaz (2007) desenvolve um procedimento

de estimação baseado em uma expansão tipo wavelet da função não paramétrica

do modelo MLP gaussiano; veja também Chang e Qu (2004).

5.3.1 Função escore

Assumindo que o logaritmo da função de verossimilhança (5.6) é regular e que

todas as derivadas parciais com relação a β, f e φ existem, temos que a função

escore penalizada para o vetor de parâmetros θ é dada por

Up(θ) =
∂Lp(θ, α)

∂θ

=




U
β
p(θ)

Uf
p(θ)

U
φ
p(θ)


 , (5.8)

em que
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U
β
p(θ) =

1

φ
XTW(y − µ) ,

Uf
p(θ) =

1

φ
NTW(y − µ) − αKf e (5.9)

U
φ
p(θ) = − n

2φ
+

1

2φ2
(y − µ)TW(y − µ) ,

com µ = Xβ + Nf , W = diag{v1, v2, . . . , vn}, e vi = vi(θ) = (1 + ν)/(ν + δi).

Como os pesos vi são inversamente proporcionais às distâncias δi, as observações

com valores grandes para δi tendem a receber pesos pequenos no processo de

estimação. Portanto, as estimativas de máxima verossimilhança penalizada sob o

modelo MLP t-Student univariado são menos senśıveis a observações aberrantes

em relação ao modelo normal univariado em que vi(θ) = 1 (i = 1, . . . , n).

5.3.2 Matriz de informação de Fisher

Particularizando os resultados apresentados na equação (3.17), temos que a

matriz de informação de Fisher (p∗ × p∗) para o modelo linear parcial t-Student

assume a seguinte forma bloco diagonal:

Ip(θ) = −E

{
∂2Lp(θ, α)

∂θ∂θT

}
=

(
I

βf
p (θ) 0

0 Iφφ
p (θ)

)
, (5.10)

em que

I
βf
p (θ) =

1

φ

(
XTW∗X XTW∗N

NTW∗X NTW∗N + αφK

)
e

Iφφ
p (θ) =

n

4φ2
(3cν − 1) ,

com W∗ = cν In e cν = (ν+1)/(ν+3). Pode-se mostrar que o vetor de parâmetros

(β , f) é ortogonal ao parâmetro de escala φ; vide Lange et al. (1989).
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5.3.3 Processo iterativo

Suponhamos que os parâmetros α e φ são fixos. De acordo com Green (1987)

e os resultados apresentados na Subseção 3.5.1, as equações de estimação

U
β
p(θ) = 0 e Uf

p(θ) = 0 ,

podem ser resolvidas através do seguinte algoritmo escore de Fisher:

(
XTW∗X XTW∗N

NTW∗X NTW∗N + αφK

)(u)(
β(u+1) − β(u)

f (u+1) − f (u)

)
=

(
U

β
p(θ)

Uf
p(θ)

)(u)

.

Após algumas manipulações algébricas obtemos

(
β(u+1)

f (u+1)

)
=

(
S0

{
r
(u,u+1)
β− + W̃(u)µ(u)

}

S1

{
r
(u,u+1)
f − + W̃(u)µ(u)}

)
, (5.11)

em que

Sk =





(XTW∗X)−1XTW∗ k = 0

(NTW∗N + αφK)−1NTW∗ k = 1 ,

são matrizes de suavização que geram as estimativas de β e f ,

r
(u,u+1)
ϑ− =





(In − W̃(u)) y − Nf (u+1) ϑ = β

(In − W̃(u)) y − Xβ(u+1) ϑ = f ,

são os reśıduos parciais que permitem ajustar os componentes paramétrico e não

paramétrico, respectivamente. Note que,

µ
(u)
i = xT

i β(u) + nT
i f (u) ,

µ(u) = Xβ(u) + Nf (u) ,

W̃(u) = In − W∗−1

W(u) e
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W(u) = diag{v(u)
1 , v

(u)
2 , . . . , v(u)

n } ,

em que v
(u)
i = (1 + ν)/(ν + δ

(u)
i ) e δ

(u)
i = φ(u)−1

(yi −µ(u)
i )2. Para resolver (5.11)

sugerimos usar o algoritmo backfitting descrito na Tabela 5.1.

Tabela 5.1: (u∗+1)-ésima etapa do algoritmo backfitting na (u+1)-ésima etapa do
processo iterativo escore de Fisher sob o modelo linear parcial t-Student univariado.

(i) Inicie o processo iterativo com β(u) = β(u,0) e f (u) = f (0,0),

(ii) Para u, u∗ = 0, 1, 2, . . . calcular
(ii’)

r
(u,u∗)
β− = (In − W̃(u)) y − Nf (u,u∗) e

β(u+1,u∗+1) = S0

{
r
(u,u∗)
β− + W̃(u)µ(u)

}
.

(ii”) r
(u,u∗)
f − = (In − W̃(u)) y − Xβ(u+1,u∗+1) e

f (u+1,u∗+1) = S1

{
r
(u,u∗)
f − + W̃(u)µ(u)

}
.

(iii) Repita (i) e (ii) até atingir a convergência desejada .

Por outro lado, podemos resolver a equação de estimação U
φ
p(θ) = 0 através

do seguinte processo iterativo:

φ(u+1) =
1

n
Qv

(
β(u), f (u)

)
, (5.12)

em que Qv

(
β(u), f (u)

)
= (y − µ(u))TW(u)(y − µ(u)). Assim, o processo iterativo

conjunto para obter a estimativa de máxima verossimilhança penalizada de θ =

(βT , fT , φ)T , baseado no algoritmo escore de Fisher, é dado por (5.11)-(5.12). O

processo deve ser iniciado com valores β(0), f (0) e φ(0), e deve ser repetido até a

convergência. Para iniciar o processo podemos considerar as estimativas do modelo

normal.
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5.3.4 Erro padrão

Baseados nos argumentos expostos na Subseção (3.5.5), o erro padrão esti-

mado de θ̂ pode ser calculado usando a inversa da matriz de informação de Fisher

penalizada definida na equação (5.10), isto é,

Ĉov(θ̂) ≈ I
−1
p (θ̂) . (5.13)

A partir de (5.10) podemos mostrar, após algumas manipulações algébricas,

que a inversa da matriz de informação de Fisher é dada por

I
−1
p (θ) =

(
I

βf−1

p (θ) 0

0 Iφφ−1

p (θ)

)
,

em que

I
βf−1

p (θ) =

(
(XTWxX)−1 −E

−ET (NTWfN + αφK)−1

)
, (5.14)

com

E = (XTWxX)−1(XTW∗N)(NTW∗N + αφK)−1 ,

Wx = W∗ −W∗N(NTW∗N + αφK)−1NTW∗ e

Wf = W∗ −W∗X(XTW∗X)−1XTW∗ .

De (5.14) segue que as matrizes de variância-covariância assintótica de β̂ e f̂

assumem a forma

CovA(β̂) ≈ (X
TWxX)−1 e

CovA(f̂) ≈ (N
TWfN + αφK)−1 .

Na seguinte seção calculamos o vetor de reśıduos e sua correspondente versão

padronizada sob o modelo linear parcial t-Student univariado.
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5.4 Análise de reśıduos

A análise de diagnóstico baseada nos reśıduos tem sido o procedimento mais

utilizado para avaliar o ajuste de um modelo e detectar observações aberrantes e

potencialmente influentes.

Suponhamos que o parâmetro de suavização, α, o parâmetro de escala, φ, e os

pesos vi(θ) = (ν+mi)/(ν+ δi) são fixos (i = 1, . . . , n). A partir de (5.9), podemos

obter as seguintes equações:

(XTWX) β = XTW(y −Nf)

(NTWN + αφK) f = NTW(y −Xβ) .

Logo, após alguma álgebra, temos que as estimativas de máxima verossimilhança

penalizada de β e f assumem a forma

β̂ = (XTWxX)−1XTWx y e (5.15)

f̂ = (NTWfN + αφK)−1NTWf y , (5.16)

em que

Wx = W −WN(NTWN + αφK)−1NTW e

Wf = W −WX(XTWX)−1XTW .

Agora, substituindo (5.15) e (5.16) em (5.2), e após alguma álgebra, temos que

o vetor de valores ajustados ŷ é dado por

ŷ = Ê(y) (5.17)

= Xβ̂ + Nf̂

= Hy ,
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em que

H = (X N) C−1

(
XT

NT

)
W , (5.18)

com

C =

(
XTWX XTWN

NTWX NTWN + αφK

)
.

Em analoǵıa com os modelos lineares os elementos diagonais da matriz H

são chamados pontos de alavanca e são comunmente utilizados na construção de

técnicas de diagnóstico. As propriedades dessa matriz para regressão não pa-

ramétrica são discutidas por Eubank (1984). Logo, a partir de (5.17), o vetor de

reśıduos usual pode ser expresso na forma

ê = y − Ê(y) (5.19)

= y − ŷ

= (In − H)y .

Além disso, cálculos diretos mostram que a matriz de variância-covariância de ê é

dada por

Cov(ê) = (In − H) Cov(y)(In −H)T ,

em que Cov(y) = κφ−1In, com κ = ν/(ν−2). Assim, se substituimos φ e vi(θ) pe-

las suas correspondentes estimativas, isto é, φ̂ e vi(θ̂), temos uma aproximação da

matriz de variância-covariância de ê e consequentemente uma versão padronizada

desses reśıduos que assume a forma

ê∗l =
êl√

V̂ar(̂el)

, (5.20)

em que V̂ar(̂el) é o i-ésimo elemento da diagonal principal da matriz Ĉov(ê) e

denota a variância da i-ésima observação.
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Maiores detalhes relacionados à análise de reśıduos no contexto dos modelos

lineares parciais para dados independentes podem ser encontrados em Green e

Silverman (1994), Kim et al. (2002), e Zhu et al. (2003).

5.5 Validação cruzada generalizada

Como foi dito na Subseção 3.2.1, o parâmetro de suavização regula a relação

entre a fidelidade dos dados e a suavidade da curva estimada, e portanto a escolha

de um valor apropriado para esse parâmetro é um problema essencial que deve ser

considerado. Baseados em Green e Silverman (1994), Seção 4.4, podemos definir

o escore de validação cruzada generalizada sob o modelo linear parcial t-Student

na forma

VCG(α) =

∥∥y − ŷ
∥∥2

(
1 − n−1 tr{H(α)}

)2 , (5.21)

em que o vetor de valores ajustados ŷ é definido na equação (5.17) e a matriz

H(α) = H na equação (5.18). Consequentemente, escolhemos o valor de α que

minimize o escore VCG(α). Embora o critério de validação cruzada generalizada

seja um procedimento eficiente para escolher α sob o modelo t-Student univariado,

o mesmo está condicionado ao fato de que a matriz de escala φ e os pesos vi(θ)

são fixos. Na prática, o parâmetro φ e os pesos vi(θ) devem ser substitúıdos pelas

correspondentes estimativas.

5.6 Diagnóstico de influência local

Nesta seção calculamos a matriz de informação observada penalizada −L̈p(θ)

e a matriz de perturbações penalizada ∆p(θ), ambas matrizes definidas por (4.4)

e (4.13), respectivamente. Os esquemas de perturbação aqui considerados são

ponderação de casos, perturbação do parâmetro de escala e perturbação aditiva

na covariável associada ao componente paramétrico do modelo.
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5.6.1 Matriz de informação observada

Desde (5.6) temos que o logaritmo da função de verossimilhança penalizada é

dado por

Lp(θ, α) =

n∑

i=1

Lpi
(θ, α) ,

em que a função Lpi
(θ, α) é definida na equação (5.5). A matriz de informação

observada (p∗ × p∗) para o modelo linear parcial t-Student univariado assume a

forma

− L̈p(θ) = −∂
2Lp(θ, α)

∂θ∂θT
= −




L̈pββ L̈pβf L̈pβφ

L̈
T
pfβ

L̈pff L̈pfφ

L̈
T
pφβ

L̈
T
pφf

L̈pφφ


 ,

em que

L̈pββ
(θ) = −1

φ
XTD(a)X ,

L̈pβf
(θ) = −1

φ
XTD(a)N ,

L̈pβφ
(θ) =

2

φ2
XTb ,

L̈pff
(θ) = −1

φ
NTD(a)N ,

L̈pfφ
(θ) =

2

φ2
NTb e

L̈pφφ
(θ) =

1

φ2

{n
2

+ δT D(c)δ − 1

φ
eTD(v)e

}
,

com D(a) = diag(a1, . . . , an), b = (b1, . . . , bn)T , D(c) = diag(c1, . . . , cn), ai ={
vi − 4W

′

(δi) δi
}
, bi =

{
W (δi) +W

′

(δi) δi
}
ǫi, ci = W

′

(δi), ǫi = (yi −µi),

W (δi) = −1

2

{ ν + 1

ν + δi

}
e

W
′

(δi) =
1

2

{
ν + 1

(ν + δi)2

}
, i = 1, . . . , n .
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5.6.2 Matriz de perturbação

A matriz ∆p(θ) (p∗×n) para cada esquema de perturbação é definida na forma

∆p(θ) =
∂2Lp(θ;α)

∂θ∂ωT

∣∣∣
θ=θ̂ , ω=ω0

, (5.22)

em que θ̂ é a estimativa de máxima verossimilhança penalizada e ω0 o vetor de

não perturbação. A seguir são apresentadas as expressões da matriz ∆p(θ) para

os três esquemas de perturbação.

Ponderação de casos

Para avaliar a contribuição individual das observações podemos atribuir dife-

rentes ponderações a cada uma delas no logaritmo da função de verossimilhança

penalizada. Com efeito, seja o logaritmo da função de verossimilhança penalizada

para o modelo perturbado definido por

Lp(θ, α|ω) =

n∑

i=1

ωi Li(θ) − α

2
fTKf , (5.23)

em que ω = (ω1, . . . , ωn)
T é o vetor de pesos, com 0 ≤ ωi ≤ 1 (i = 1, . . . , n). Nesse

caso, o vetor de não perturbação é ω0 = (1, . . . , 1)T ∈ Rn. Usando resultados de

diferenciação sobre Lp(θ, α|ω) obtemos

∂2Lpi
(θ, α|ω)

∂β∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2

φ̂
W (δ̂i) ǫ̂i xi ,

∂2Lpi
(θ, α|ω)

∂f∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2

φ̂
W (δ̂i) ǫ̂i ni e

∂2Lpi
(θ, α|ω)

∂φ∂ωi

∣∣∣
θ=θ̂, ω=ω0

= − 1

2φ̂
− 1

2φ̂
W (δ̂i) δ̂i ,

em que ǫ̂i = yi −µ̂i, com µ̂i = xT
i β̂ + nT

i f̂ (i = 1, . . . , n ).
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Perturbação de escala

A perturbação de escala é introduzida ao considerar yi ∼ t1

(
µi, ω

−1
i φ, ν

)
, em

que ω = (ω1, . . . , ωn)
T é o vetor de perturbação, com ωi > 0 (i = 1, . . . , n). Nesse

caso, o vetor de não perturbação é ω0 = (1, . . . , 1)T ∈ Rn tal que Lp(θ, α|ω) =

Lp(θ, α). Usando resultados de diferenciação sobre Lp(θ, α|ω) obtemos

∂2Lpi
(θ, α|ω)

∂β∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2

φ
{W ′(δ̂i) δ̂i +W (δ̂i)} ǫ̂i xT

i ,

∂2Lpi
(θ, α|ω)

∂f∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2

φ
{W ′(δ̂i) δ̂i +W (δ̂i)} ǫ̂i nT

i e

∂2Lpi
(θ, α|ω)

∂φ∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −1

φ̂
{W ′(δ̂i) δ̂i +W (δ̂i)} δ̂i ,

em que ǫ̂i = yi −µ̂i, com µ̂i = xT
i β̂ + nT

i f̂ (i = 1, . . . , n ).

Perturbação na variável explicativa

Neste esquema o interesse principal é perturbar uma variável explicativa cont́ı-

nua espećıfica na forma xiω = xil+ωiz (i = 1, . . . , n), em que ω = (ω1, . . . , ωn)
T é o

vetor de perturbação e zd um vetor (p×1) com um 1 na d-ésima posição e zeros nas

outras posições. Nesse caso, o vetor de não perturbação é ω0 = (1, . . . , 1)T ∈ Rn.

O logaritmo da função de verossimilhança penalizada para o modelo perturbado é

dado por

Lp(θ, α|ω) = L(θ|ω) − α

2
fTKf , (5.24)

em que L(·) é dada por (5.4) e avaliada em δiω = φ−1(yi −µiω)2, com µiω =

xT
iωβ + nT

i f . Usando resultados de diferenciação sobre Lp(θ, α|ω) obtemos

∂2Lpi
(θ, α|ω)

∂β∂ωi

∣∣∣
θ=θ̂, ω=ω0

=
4

φ̂
W ′(δ̂i) β̂d δ̂i xi +

2

φ̂
W (δ̂i)

{
β̂d xi − zdǫ̂i

}
,

∂2Lpi
(θ, α|ω)

∂f∂ωi

∣∣∣
θ=θ̂, ω=ω0

=
2

φ̂
β̂d

{
2 W ′(δ̂i) δi +W (δ̂i)

}
ni e

∂2Lpi
(θ, α|ω)

∂φ∂ωi

∣∣∣
θ=θ̂, ω=ω0

=
2

φ̂2
β̂d

{
2 W ′(δ̂i) δi + 2W (δ̂i)

}
ǫ̂i ,
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em que ǫ̂i = yi −µ̂i, com µ̂i = xT
i β̂ + nT

i f̂ (i = 1, . . . , n ). Aqui β̂d é o d-ésimo

elemento de β̂.

5.7 Conclusões do caṕıtulo

Neste caṕıtulo foi apresentado o modelo linear linear t-Student univariado. A

partir do logaritmo da função de verossimilhança penalizada do modelo calcula-

mos as funções escore e as matrizes de informação de Fisher penalizada associadas

aos parâmetros do modelo. Baseados nesses resultados, constrúımos o processo

iterativo escore de Fisher para estimar o coeficiente de regressão e a função não

paramétrica. Os erros padrão das estimativas dos parâmetros foram estimados

usando a inversa da matriz de informação de Fisher penalizada. Definimos o vetor

de reśıduos padronizados e calculamos sua correspondente matriz de variância-

covariância. O problema de estimação do parâmetro de suavização foi abordado e

sugerimos o critério de validação cruzada generalizada como um procedimento de

estimação. Finalmente, particularizamos os resultados de influência local apresen-

tados no Caṕıtulo 4 para o modelo linear parcial t-Student univariado.
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Caṕıtulo 6

Modelo misto semiparamétrico t-Student

multivariado

Neste caṕıtulo estudamos o modelo misto semiparamétrico assumindo que a dis-

tribuição conjunta do vetor de respostas observadas e os efeitos aleatórios segue

uma distribuição t-Student multivariada. As principais contribuições expostas

neste caṕıtulo são as expressões anaĺıticas para a função escore (penalizada) e a

matriz de informação de Fisher (penalizada), o processo iterativo para estimar os

parâmetros do modelo, e o desenvolvimento do método de influência local.

6.1 Introdução

O modelo misto semiparamétrico (MMS) foi proposto por Zhang et al. (1998)

e tem sido aplicado em diversas áreas de pesquisa devido à sua flexibilidade para

modelar a estrutura de covariância intraunidades experimentais através de efei-

tos aleatórios de processos estocásticos, à sua capacidade de tratar com dados

balanceados como desbalanceados, e à sua flexibilidade para modelar os efeitos

das covariáveis que contribuem em forma paramétrica e não paramétrica sobre

a variável resposta. Alguns trabalhos relacionados a esta classe de modelos são

os seguintes. Zeger e Diggle (1994) estudam o viés e a variância do estimador da

função não paramétrica obtido através de suavização de kernel. Zhang et al. (1998)

propõem uma forma fechada para os estimadores de máxima verossimilhança pe-

84



85

nalizada do coeficiente de regressão e da função não paramétrica. Além disso, eles

estudam e comparam algumas propriedades teóricas desses estimadores desde o

ponto de vista frequentista como bayesiano. Tais resultados mostram, por exemplo,

que os intervalos de confiança bayesianos para a função não paramétrica apresen-

tam um melhor comportamento em relação aos intervalos de confiança frequen-

tistas; e que o parâmetro de suavização e os componentes de variância podem

ser estimados por máxima verossimilhança restrita em forma simultânea, incorpo-

rando o inverso do parâmetro de suavização como um componente de variância

extra. Zhang et al. (2000) desenvolvem um teste qui-quadrado para provar a

igualdade de duas funções não paramétricas no modelo MMS gaussiano para da-

dos longitudinais periódicos. O teste foi aplicado a um conjunto de dados reais

e seu comportamento foi avaliado através de simulações. Lin e Zhang (1999) in-

troduzem os modelos mistos aditivos generalizados (MMAGs) e mostram, através

de um estudo de simulação, que o estimador de quase-verossimilhança duplamente

penalizada das funções não paramétricas apresentam em geral um bom comporta-

mento. Entretanto, o estimador de quase-verossimilhança duplamente penalizada

dos componentes de variância apresentam problemas de viés. Nesse contexto, eles

introduzem algumas modificações no procedimento de correção do viés de Lin e

Breslow (1996) para obter melhores estimadores. O método foi aplicado a um con-

junto de dados reais e seu comportamento avaliado através de simulações. Fung

et al. (2002) apresentam uma importante contribuição, em que estendem as me-

didas de diagnóstico baseadas nos reśıduos e nas distâncias de Cook para detectar

observações influentes nas estimativas de máxima verossimilhança penalizada deri-

vadas de um modelo MMS. E, recentemente, Zhu et al. (2003) estendem a técnica

de influência local para esses modelos.

A distribuição t-Student multivariada tem sido utilizada por vários autores

como alternativa à distribuição normal, principalmente pelo fato de acomodar

observações aberrantes. Diversos trabalhos têm mostrado que os estimadores de

máxima verossimilhança derivados dessa distribuição são menos senśıveis a ob-

servações aberrantes em relação ao caso normal. Alguns trabalhos relacionados
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nessa direção são os seguintes. Maronna (1976) discute o problema de estimação

de máxima verossimilhança da média e da matriz de variância-covariância sob

erros com distribuição t-Student. Rubin (1983) considera o critério de máxima

verossimilhança para estimar os parâmetros associados ao modelo t-Student mul-

tivariado e Little (1988) faz uma extensão desse trabalho. Lange et al. (1989)

estudam alguns aspectos inferenciais do modelo t-Student multivariado com graus

de liberdade desconhecidos, e discutem o uso dessa distribuição em regressão. Ri-

chardson (1997) estuda o modelo misto (MM) em que a distribuição marginal dos

vetores de respostas é t-Student multivariada. Kowalski et al. (1999) compa-

ram alguns aspectos inferenciais da teoria clássica e bayesiana no modelo linear

t-Student multivariado. Recentemente, Pinheiro et al. (2001) introduziram os

modelos mistos hierárquicos robustos nos quais os erros e efeitos aleatórios têm

uma distribuição t-Student multivariada.

6.2 Especificação do modelo

Seja yij a j-ésima medição associada ao i-ésimo grupo. O modelo misto semi-

paramétrico (MMS) assume a forma

yij = xT
ijβ + zT

ijbi + f(tij) + ǫij , (6.1)

em que xij e zij são, respectivamente, vetores (p×1) e (q×1) que contêm valores de

variáveis explicativas, β é o vetor de parâmetros fixos (p×1), bi é o vetor de efeitos

aleatórios (q×1), f(·) é uma função suave univariada, duas vezes diferenciável, que

depende da covariável tij , e ǫij é um erro aleatório (i = 1, . . . , n ; j = 1, . . . , mi). O

modelo (6.1) pode ser expresso matricialmente na forma

yi = Xiβ + Zibi + Nif + ǫi , (6.2)

em que yi = (yi1, . . . , yimi
)T é um vetor aleatório (mi × 1) de respostas obser-

vadas para o i-ésimo grupo, Xi é uma matriz de planejamento (mi × p) com
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linhas xT
ij , Zi é matriz de planejamento (mi × q) de efeitos aleatórios com linhas

zT
ij , f = (f(t0

1), . . . , f(t0
r))

T com t0
1, . . . , t

0
r sendo os valores ordenados e distin-

tos dos tempos tij, Ni é uma matriz de incidência (mi × r) cujo (j, ℓ)-ésimo

elemento é igual à função indicadora I(tij = t0
ℓ) (j = 1, . . . , mi ; ℓ = 1, . . . , r),

e ǫi = (ǫi1, . . . , ǫimi
)T é um vetor de erros aleatórios não observáveis (mi × 1).

Fazendo y = (yT
1 , . . . ,y

T
n )T , X = (XT

1 , . . . ,X
T
n )T , N = (NT

1 , . . . ,N
T
n )T , Z =

diag{Z1, . . . ,Zn}, b = (bT
1 , . . . ,b

T
n )T e ǫ = (ǫT

1 , . . . , ǫ
T
n )T , podemos escrever o

modelo (6.2) compactamente como

y = Xβ + Zb + Nf + ǫ . (6.3)

Assumindo que,




yi

bi

ǫi


 ∼ t(mi+q+mi)








Xiβ + Nif

0

0


 ,




ZiDZT
i + φ Imi

ZiD Vi

DZT
i D 0

Vi 0 Vi








,

temos que os vetores aleatórios de respostas observadas yi’s seguem uma distri-

buição marginal na forma

yi ∼ tmi

(
µi,Σi, νi

)
, (6.4)

cuja função densidade é dada por

fy(yi) =
|Σi|−1/2 Γ(mi+νi

2
)

(πνi)mi/2Γ
(

νi

2

)
(

1 +
δi
νi

)−

(
mi+νi

2

)

,

em que δi = (yi − µi)
T Σ−1

i (yi − µi) é a distância de Mahalanobis, Γ(·) denota

a função gama, νi denota os graus de liberdade, µi = Xiβ + Nif é um vetor

(mi × 1), e Σi = ZiDZT
i + φ Imi

é uma matriz (mi ×mi), sendo D = D(λ) uma

matriz parametrizada pelo vetor de parâmetros λ = (λ1, . . . , λdλ
). De acordo com

Lange et al. (1989), temos que
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E(yi) = µi (νi > 0) e

Var(yi) =
νi

νi − 2
Σi (νi > 2) .

Vamos assumir que os graus de liberdade νi = ν (i = 1, . . . , n) são fixos. Dessa

forma, o vetor de parâmetros a ser estimado será

θ = (βT , fT ,λT , φ)T ,

cujo espaço paramétrico associado é dado por

Θ =
{

θ ∈ Rp∗| β ∈ Θβ, f ∈ Θf ,λ ∈ Θλ, φ ∈ Θφ

}
,

em que Θβ ⊆ Rp, Θf ⊆ Rr, Θλ ⊆ Rdλ e Θφ = R+ denotam, respectivamente, os

espaços paramétricos associados com os efeitos fixos do modelo (paramétricos e

não paramétricos) e os componentes de efeitos aleatórios; e p∗ = p + q + dλ + 1.

Logo, o logaritmo da função de verossimilhança de θ pode ser expresso na forma

L(θ) =
n∑

i=1

Li(θ) , (6.5)

em que

Li(θ) = −1

2
log |Σi| + log

{
Γ
(

mi+ν
2

)

(πν)1/2Γ(ν
2
)

}
+ log

{
1 + ν−1δi

}−(
mi+ν

2
)
. (6.6)

Como a função f é um parâmetro infinito dimensional, propusemos no Caṕıtulo

3 estimar o vetor de parâmetros θ baseados no critério de máxima verossimilhança

penalizada, o qual conduz a um estimador spline cúbico natural para f com nós

nos pontos t0
g (g = 1, . . . , r). No caso espećıfico do modelo misto semiparamétrico

t-Student multivariado, o estimador de máxima verossimilhança penalizada de θ

maximiza o logaritmo da função de verossimilhança penalizada definido por
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Lp(θ, α) =

n∑

i=1

Lpi
(θ, α), (6.7)

em que

Lpi
(θ, α) = Li(θ) − α

2n

∫ b

a

[
f (2)(t)

]2
dt

= Li(θ) − α

2n
fTKf , (6.8)

f
(2)
k (t) = d2

dt2
f(t) com t ∈ [a, b], f é uma função que pertence ao espaço de

funções de Sovolev definido em (3.2.1), α é o parâmetro de suavização que regula

a qualidade do ajuste e a ondulação da estimativa de f , e K é a matriz de su-

avização positiva definida dada pela equação (2.3) de Green e Silverman (1994).

Dessa forma, o valor de θ que maximiza Lp(θ, α), em todo o espaço paramétrico Θ,

digamos θ̂, é chamado estimador de máxima verossimilhança penalizada (EMVP)

de θ, e satisfaz

Lp(θ̂, α) ≥ sup
θ∈Θ

Lp(θ, α) .

Na seguinte seção, calculamos a função escore e a matriz de informação de

Fisher penalizada para o modelo misto semiparamétrico t-Student multivariado, e

apresentamos um processo iterativo para obter a estimativa de θ.

6.3 Processo de estimação

A investigação neste campo tem gerado várias estratégias para abordar o

problema de estimação na classe de modelos mistos semiparamétricos. Alguns

autores têm sugerido utilizar os métodos de suavização de kernel e suavização

spline. Por exemplo, utiliza-se suavização de kernel para estimar a função não

paramétrica. Zhang et al. (1998), por sua vez, obtém o estimador do coeficiente

de regressão e da função não paramétrica baseados na verossimilhança penalizada.

Aliás, eles mostram que o estimador da função não paramétrica é uma spline cúbica

natural e que os componentes de variância e o parâmetro de suavização podem ser
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estimados em forma simultânea usando um modelo misto unificado. No contexto

dos modelos mistos aditivos generalizados, Lin e Zhang (1999) propõem estimar a

função não paramétrica baseados na quase-verossimilhança penalizada, e os compo-

nentes de variância e o parâmetro de suavização através da quase-verossimilhança

marginal. E, no mesmo contexto, Fahrmeir e Lang (2001) propõem o uso de

técnicas bayesianas.

6.3.1 Função escore

Seja τ = (τ0, τ1, . . . , τdλ
)T , com τ0 = φ, τℓ = λℓ (ℓ = 1, . . . , dλ), e vi(θ) =

(ν + mi)/(ν + δi). Particularizando o resultado apresentado na equação (3.10),

temos que as funções escore de β, f e τ , respectivamente, são dada por

Up(θ) =
∂Lp(θ, α)

∂θ

=

n∑

i=1

Upi
(θ) ,

em que

Upi
(θ) =




U
β
pi

(θ)

Uf
pi

(θ)

Uτ
pi

(θ)


 , (6.9)

sendo as funções escore parciais associadas aos efeitos fixos do modelo dadas por

U
β
p(θ) = vi(θ) XT

i Σ−1
i (yi − µi) e

Uf
p(θ) = vi(θ) NT

i Σ−1
i (yi − µi) −

α

n
Kf , (6.10)

e as funções escore parciais associadas aos componentes de variância dadas por

U
τ
p(θ) =




U
τ0
p (θ)

U
γ1
p (θ)
...

U
τd∗
p (θ)




, (6.11)
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em que

U
τℓ
pi

(θ) = −1

2

[
tr
{
Σ−1

i Σ̇i(ℓ)
}
− vi(θ) (yi − µi)

T Σ−1
i Σ̇i(ℓ)Σ

−1
i (yi − µi)

]
,

com Σ̇i(ℓ) = ∂Σi/∂τℓ (ℓ = 1, . . . , dλ). Note que os pesos vi(θ) que apare-

cem nas equações acima são proporcionais à distância de Mahalanobis e por-

tanto as observações aberrantes tendem a ter pesos pequenos no processo de es-

timação. Assim, é de esperar que o estimador de máxima verossimilhança penali-

zada gerado pelo modelo misto semiparamétrico t-multivariado seja menos senśıvel

a observações aberrantes em relação ao modelo misto semiparamétrico normal mul-

tivariado.

6.3.2 Matriz de informação de Fisher

Baseados nos resultados apresentados na equação (3.17), temos que a matriz

de informação de Fisher (p∗× p∗) para o modelo misto semiparamétrico t-Student

multivariado assume a seguinte forma bloco diagonal:

Ip(θ) = −E

{
∂2Lp(θ, α)

∂θ∂θT

}

=

(
I

βf
p (θ) 0

0 I
ττ
p (θ)

)
, (6.12)

em que

I
βf
p (θ) =

n∑

i=1

I
βf
pi

(θ) ,

sendo

I
βf
pi

(θ) =

(
I

ββ
pi

(θ) I
βf
pi

(θ

I
fβ
pi

(θ) I
ff
pi

(θ)

)
, (6.13)

com
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I
ββ
p (θ) =

(
mi + ν

mi + ν + 2

)
XT

i ΣiXi ,

I
βf
p (θ) =

(
mi + ν

mi + ν + 2

)
XT

i ΣiNi ,

I
ff
p (θ) =

(
mi + ν

mi + ν + 2

)
NT

i ΣiNi + αK ,

e I
ττ
p (θ) é uma matriz [(d∗ + 1)× (d∗ + 1)] em que o (∗, ℓ∗)-ésimo elemento pode

ser expresso na forma

I
τ∗τℓ∗

p (θ) =
1

2

n∑

i=1

[(
ν

mi + ν + 2

)
tr

{
Σ−1

i

∂Σi

∂τ∗
Σ−1

i

∂Σi

∂τℓ∗

}
− (6.14)

(
1

mi + ν + 2

)
tr

{
Σ−1

i

∂Σi

∂τ∗

}
tr

{
Σ−1

i

∂Σi

∂τℓ∗

}]
,

para ∗ = 0, 1, . . . , d∗ e ℓ∗ = 0, 1, . . . , d∗. Os vetores de parâmetros associados aos

efeitos fixos do modelo, β e f , são, respectivamente, ortogonais em relação ao vetor

de parâmetros associado aos componentes de variância τ .

6.3.3 Efeitos fixos e componentes de variância

Suponhamos que os parâmetros α e τ são fixos. Baseados nos resultados

apresentados na Subseção 3.5.1, as equações de estimação

U
β
p(θ) = 0 e Uf

p(θ) = 0 ,

podem ser resolvidas através do seguinte algoritmo escore de Fisher:

(
XTW∗X XTW∗N

NTW∗X NTW∗N + αφK

)(u)(
β(u+1) − β(u)

f (u+1) − f (u)

)
=

(
U

β
p(θ)

Uf
p(θ)

)(u)

.

Logo, após algumas manipulações algébricas, obtemos
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(
β(u+1)

f (u+1)

)
=

(
S0

{
r
(u,u+1)
β− + W̃(u)µ(u)

}

S1

{
r
(u,u+1)
f − + W̃(u)µ(u)}

)
, (6.15)

em que

Sk =





(XTW∗X)−1XTW∗ k = 0

(NTW∗N + αφK)−1NTW∗ k = 1 ,

são matrizes de suavização que geram as estimativas do coeficiente de regressão,

β, e da função não paramétrica, f ,

r
(u,u+1)
ϑ− =





(In − W̃(u)) y − Nf (u+1) ϑ = β

(In − W̃(u)) y − Xβ(u+1) ϑ = f ,

são os reśıduos parciais que permitem ajustar o componente paramétrico e o com-

ponente não paramétrico do modelo. Note que,

µ(u) = Xβ(u) + Nf (u) ,

W̃(u) = In∗ − W∗−1

W(u) ,

W∗ = diag{ψ1W1, . . . , ψnWn} e

W(u) = diag{v(u)
1 W1, . . . , v

(u)
n Wn} ,

em que ψi = (mi + ν)/(mi + ν + 2), v
(u)
i = (mi + ν)/(ν + δ

(u)
i ), δ

(u)
i =

(
yi −

µ
(u)
i

)T
Σ−1

i

(
yi − µ

(u)
i

)
, Wi = Σ−1

i , e n∗ =
∑n

i=1mi. Para resolver (6.15) podemos

utilizar o algoritmo backfitting descrito na Tabela 6.1.

Para resolver a equação de estimação Uτ
p(θ) = 0 podemos utilizar o seguinte

processo iterativo:

τ (u+1) = arg max
τ

{
Lc

p

(
β(u+1)

τ , f (u+1)
τ , τ , α

)}
, (6.16)

em que Lc
p

(
β(u+1)

τ , f
(u+1)
τ , τ , α

)
denota o logaritmo da função de verossimilhança
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penalizada concentrada de τ definida por

Lc
p

(
β(u+1)

τ , f (u+1)
τ , τ , α

)
∝

n∑

i=1

{
− 1

2
log |Στi

| + log
{
1 + ν−1δ̃i

}−(
mi+νi

2
)
}

−α
2

f̂ (u+1)T

τ Kf̂ (u+1)
τ ,

com δ̃i = εT
i Σ−1

τi
εi, e εi =

(
yi − Xiβ

(u+1)
τ − Nif

(u+1)
τ

)
. Para maximizar (6.16)

podemos usar o algoritmo escore de Fisher definido por

τ (u+1) = τ (u) +
{
I

ττ
p (θ)(u)

}−1

U
τ
p(θ)(u) . (6.17)

O processo iterativo para estimar θ, definido pelas etapas (6.15)-(6.17), deve

ser iniciado com valores β(0), f (0) e τ (0), e deve ser repetido até a convergência.

Para iniciar o processo podemos considerar as astimativas do modelo normal.

Tabela 6.1: (u∗+1)-ésima etapa do algoritmo backfitting na (u+1)-ésima etapa do
processo iterativo escore de Fisher sob o modelo misto semiparamétrico t-Student
multivariado.

(i) Inicie o processo iterativo com β(u) = β(u,0) e f (u) = f (0,0),

(ii) Para u, u∗ = 0, 1, 2, . . . calcular
(ii’)

r
(u,u∗)
β− = (In − W̃(u)) y − Nf (u,u∗) e

β(u+1,u∗+1) = S0

{
r
(u,u∗)
β− + W̃(u)µ(u)

}
.

(ii”) r
(u,u∗)
f − = (In − W̃(u)) y − Xβ(u+1,u∗+1) e

f (u+1,u∗+1) = S1

{
r
(u,u∗)
f − + W̃(u)µ(u)

}
.

(iii) Repita (i) e (ii) até atingir a convergência desejada .
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6.3.4 Erro padrão

O erro padrão estimado de θ̂ pode ser calculado desde a matriz de variância-

covariância assintótica,

Ĉov(θ̂) ≈ I
−1
p (θ̂) .

Com efeito, a partir de (6.12) podemos mostrar, após algumas manipulações

algébricas, que a inversa da matriz de informação de Fisher é dada por

I
−1
p (θ) =

(
I

βf−1

p (θ) 0

0 Iττ−1

p (θ)

)
,

em que

I
βf−1

p (θ) =

(
(XTWxX)−1 −E

−ET (NTWfN + αK)−1

)
, (6.18)

com

E = (XTWxX)−1(XTW∗N)(NTW∗N + αK)−1 ,

Wx = W∗ −W∗N(NTW∗N + αK)−1NTW∗ e

Wf = W∗ −W∗X(XTW∗X)−1XTW∗ .

De (6.18) segue que as matrizes de variância-covariância assintótica de β̂ e f̂

assumem a forma

CovA(β̂) ≈ (X
TWxX)−1 e

CovA(f̂) ≈ (N
TWfN + αK)−1 .

Sob o modelo normal (assumindo τ fixo), em que vi = 1 e dgi
= mi

4
, os erros

padrão das estimativas β̂ e f̂ podem ser calculados usando um procedimento fre-

quentista ou bayesiano. No caso frequentista, esses erros são calculados fixando a

função f , entretanto no caso bayesiano os erros padrão são calculados assumindo

distribuições a priori para β e f . Para o caso frequentista temos que
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CovF (β̂) = (XTWxX)−1XTWx Cov(y) WxX(XTWxX)−1 e

CovF (f̂) = (NTWfN + αK)−1NTWf Cov(y) WfN(NTWfN + αK)−1 ,

em que

Wx = W∗ − W∗N(NTW∗N + αK)−1NTW∗ e

Wf = W∗ − W∗X(XTW∗X)−1XTW∗ ,

com Cov(y) = diag(Σ1, . . . ,Σn). Além disso, é posśıvel mostrar que o viés de tais

estimadores é, respectivamente,

Viés(β̂) = (XTWxX)−1XTWxNf e

Viés(f̂) = −α(NTWfN + αK)−1Kf .

Note que quando α ↓ 0, Viés(β̂) ↓ 0 e Viés(f̂) ↓ 0. No contexto bayesiano (veja

Zhang et al., 1998), as matrizes de variância-covariância de β̂ e f̂ têm uma ex-

pressão mas simples em relação à obtida pelo procedimento frequentista, isto é,

CovB(β̂) = (X
T
WxX)−1 e

CovB(f̂) = (N
T
WfN + αK)−1 .

De acordo com Zhang et al. (1998), a diferença entre as matrizes de variância-

covariância bayesiana e frequentista é semi-positiva definida, e portanto o erro

padrão bayesiano de β̂ e f̂ é geralmente maior do que o erro padrão frequen-

tista. Nessa direção, eles apresentam um interessante estudo de simulação e ob-

servam, por exemplo, que há diferenças no cálculo do erro padrão da estimativa

do coeficiente de regressão entre o aproveitamento bayesiano e frequentista. É im-

portante mencionar também que os erros padrão frequentista e bayesiano, podem

ser usados na construção de intervalos de confiança (Wahba, 1983).
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6.3.5 Shrinkage e valor ajustado

A propriedade conhecida na literatura como shrinkage no caso dos modelos

mistos com erros normais, pode ser também estendida para os modelos mistos

semiparamétricos com erros t-Student. Com efeito, estimando os efeitos aleatórios

através do estimador emṕırico de Bayes,

b̂i = E ̂{bi | yi

}
(6.19)

= D̂ ZT
i Σ̂

−1

i

(
yi − Xiβ̂ −Nif̂

)
,

em que β̂ e f̂ correspondem às estimativas de máxima verossimilhança penalizada,

temos que o valor ajustado para o i-ésimo grupo pode ser expresso na forma

ŷi = Xiβ̂ + Zib̂i + Nif̂

= φ̂ Σ̂
−1

i

(
Xiβ̂ + Nif̂

)
+
(
Imi

− φ̂ Σ̂
−1

i

)
yi .

Salientamos que ŷi pode ser interpretado como uma média ponderada entre o

perfil da população
(
Xiβ̂ + Nif̂

)
e os dados observados yi, com pesos φ̂ Σ̂

−1

i e(
Imi

− φ̂ Σ̂
−1

i

)
, respectivamente.

6.4 Análise de reśıduos

A análise de reśıduos tem sido o primeiro procedimento de diagnóstico sugerido

para detectar observações aberrantes e avaliar a adequação do ajuste do modelo

proposto. Nesta seção, definimos dois tipos de reśıduos padronizados no contexto

dos modelos mistos semiparamétricos t-Student multivariado; especificamente, o

reśıduo marginal, associado aos efeitos fixos do modelo, e o reśıduo condicional,

associado aos efeitos fixos e aleatórios do modelo. Maiores detalhes da definição

desses reśıduos no contexto dos modelos mistos paramétricos, podem ser encon-

trados, por exemplo, em Verbeke e Molenberghs (2001). Para definir os reśıduos

marginal e condicional, é conveniente derivar uma solução em forma fechada para
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as estimativas do coeficiente de regressão e da função não paramétrica. Suponha-

mos que α, Σi e vi(θ) = (ν + mi)/(ν + δi) são fixos (i = 1, . . . , n). A partir de

(6.10), é posśıvel obter as seguintes equações:

(XTWX) β = XTW(y − Nf)

(NTWN + αK) f = NTW(y − Xβ) .

Logo, após alguma álgebra, temos que as estimativas de máxima verossimilhança

penalizada de β e f assumem a forma

β̂ = (XTWxX)−1XTWx y e (6.20)

f̂ = (NTWfN + αK)−1NTWf y , (6.21)

em que

Wx = W − WN(NTWN + αK)−1NTW e

Wf = W − WX(XTWX)−1XTW .

Maiores detalhes com respeito ao problema de estimação do coeficiente de regressão

e da função não paramétrica no modelo misto semiparamétrico normal podem ser

encontrados em Zhang et al. (1998) e Fung et al. (2002).

6.4.1 Reśıduo marginal

Substituindo (6.20) e (6.21) em (6.3), e após algumas manipulações algébricas,

podemos definir o vetor de reśıduos marginal, associado aos efeitos fixos do modelo,

a partir de

ŷ = Ê(y) (6.22)

= Xβ̂ + Nf̂

= Hy ,
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em que

H = (X N) C−1

(
XT

NT

)
W , (6.23)

com

C =

(
XTWX XTWN

NTWX NTWN + αK

)
.

Assim, o vetor de reśıduos parcial pode ser expresso na forma

êm = y − Ê(y) (6.24)

= y − ŷ

= (In∗ − H)y .

A matriz H é equivalente à matriz de alavancas definida para os modelos lineares.

Em analogia com esses modelos, os elementos diagonais de H são chamados pontos

de alavanca e desempenham um papel importante na construção de técnicas de

diagnóstico para os modelos não paramétricos e semiparamétricos. Note que todos

os pontos de alavanca associados aos efeitos fixos do modelo estão relacionados

diretamente com a matriz H. As propriedades dessa matriz para regressão não

paramétrica são discutidas por Eubank (1984) e sua aplicação na construção de

técnicas de diagnóstico para os modelos MMS é estudada por Fung et al. (2002).

6.4.2 Reśıduo condicional

A partir de (6.19) temos que o vetor de efeitos aleatórios estimados é dado por

b̂ = (b̂T
1 , . . . , b̂

T
n )T . Baseados nesse resultado, podemos definir o vetor de reśıduos

condicional, associa-do aos efeitos fixos e aleatórios do modelo, a partir de

ŷ = Ê(y |b) (6.25)

= Xβ̂ + Nf̂ + Zb̂

= H y ,
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em que H = In∗−φW+φWH, com n∗ =
∑n

i=1mi e H definida na equação (6.23).

Assim, o vetor de reśıduos condicional pode ser expresso na forma

êc = y − Ê(y |b) (6.26)

= y − ŷ

= (In∗ −H)y .

É importante lembrar que os reśıduos apresentados acima estão condiciona-

dos no sentido de que α, Σi e vi(θ) são fixos (i = 1, . . . , n). Na prática, esses

parâmetros são substituidos pelas suas respectivas estimativas.

6.4.3 Reśıduos padronizados

Cálculos diretos mostram que a matriz de variância-covariância de êm e êc,

respectivamente, é dada por

Cov(êm) = (In∗ − H) Cov(y)(In∗ − H)T e

Cov(êc) = (In∗ − H) Cov(y)(In∗ − H)T ,

em que Cov(y) = κ diag(W1, . . . ,Wn), com κ = ν/(ν − 2). Se substitúımos Σi

e vi(θ) pelas suas estimativas, isto é Σ̂i e vi(θ̂), obtemos uma aproximação da

matriz de variância-covariância de êm e êc. Assim, podemos definir uma versão

padronizada dos reśıduos marginais e condicionais da seguinte maneira:

ê∗ml
=

êml√
V̂ar(̂eml

)

e (6.27)

ê∗cl
=

êcl√
V̂ar(̂ecl

)
, (6.28)
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em que V̂ar(̂eml
) (V̂ar(̂ecl

)) é o l-ésimo elemento da diagonal principal da matriz

Ĉov(êm) (Ĉov(êc)) e denota a variância da l-ésima observação, para l = 1, . . . , n∗

e n∗ =
∑n

i=1mi. Os primeiros m1 elementos do vetor ê∗c correspondem às ob-

servações do primeiro grupo, e assim por diante. A análise de diagnóstico baseada

nos reśıduos marginal e condicional deve considerar os pesos vi(θ)’s pois, eventu-

almente, podem existir observações aberrantes que apresentem um peso pequeno

no processo inferencial, não representando, portanto, um problema relevante na

análise. Outros detalhes relacionados a análise de reśıduos são discutidos por Ver-

beke e Molenberghs (2001) e Nobre (2003) para os modelos mistos normal, Savalli

(2006) para os modelos mistos eĺıpticos, Fung et al. (2002) para os modelos mistos

semiparametricos normal, e Kim et al. (2002) e Zhu et al. (2003) para os modelos

lineares parciais com dados independentes.

6.5 Validação cruzada generalizada

Como foi dito na Subseção 3.2.1, o parâmetro de suavização regula a relação

entre a fidelidade dos dados e a suavidade da curva estimada, e portanto a escolha

de um valor apropriado para esse parâmetro é um problema essencial que deve ser

considerado. Baseados em Green e Silverman (1994), Seção 4.4, podemos definir o

escore de validação cruzada generalizada para os modelos mistos semiparamétricos

t-Student multivariados na forma

VCG(α) =

∥∥y − ŷ
∥∥2

(
1 − n−1 tr{H(α)}

)2 , (6.29)

em que o vetor de valores ajustados ŷ é definido na equação (6.22) e a matriz

H(α) = H na Subseção 6.4.2. Consequentemente, escolhemos o valor de α que

minimize o escore VCG(α). Note que o critério de validação cruzada generalizada

está condicionado ao fato de que a matriz de escala Σi e os pesos vi(θ) são fixos. Na

prática, a matriz Σi e os pesos vi(θ) devem ser substitúıdos pelas correspondentes

estimativas.
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6.6 Qualidade do ajuste: distâncias transformadas

Como uma forma de avaliar os ajustes dos modelos normal e t-Student mul-

tivariados construiremos os gráficos das distâncias transformadas sugeridos por

Little (1988) e Lange et al. (1989). Para o caso normal multivariado, temos que a

distância de Mahalanobis,

δi = (yi − µi)
TΣ−1

i (yi − µi) , (6.30)

com Σi = ZiDZT
i +φ Imi

, segue uma distribuição X 2
mi

, e que δ̂i = (yi−µ̂i)
T Σ̂

−1

i (yi−
µ̂i) também segue, assintoticamente, a mesma distribuição de δi (i = 1, . . . , n).

Logo, usando a aproximação de Wilson-Hilferty (veja Galea, 1995), temos que as

distâncias transformadas

d
[N ]
i =

{(
δ̂i/mi

) 1
3 −

(
1 − 2

9mi

)}
(

2
9

) 1
2

, (6.31)

seguem aproximadamente uma distribuição normal padrão (i = 1, . . . , n). Para

o modelo t-Student multivariado, temos que Fi = δi/mi segue uma distribuição

F(mi,ν). Além disso, F̂i = δ̂i/mi tem assintoticamente a mesma distribuição de Fi

(i = 1, . . . , n). Analogamente ao caso normal, usando a aproximação de Wilson-

Hilferty temos que as distâncias transformadas

d
[t]
i =

(
1 − 2

9mi

)
F̂

1/3
i −

(
1 − 2

9mi

)
{(

2
9mi

)
F̂

2/3
i +

(
2

9mi

)}1/2
, (6.32)

seguem aproximadamente uma distribuição normal padrão (i = 1, . . . , n). Gráficos

normais de probabilidade das distâncias transformadas d
[N ]
i e d

[t]
i podem ser utili-

zados para avaliar os ajustes dos modelos normal e t-Student multivariado. Note

que mi corresponde ao número de medições associadas à i-ésima unidade amostral.
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6.7 Diagnóstico de influência local

Nesta seção apresentamos a matriz de informação observada penalizada −L̈p(θ)

e a matriz de perturbações penalizada ∆p(θ). Os esquemas de perturbação aqui

considerados são ponderação de casos, perturbação na matriz de escala, per-

turbação aditiva na covariável associada ao componente paramétrico do modelo, e

perturbação na variável resposta.

6.7.1 Matriz de Informação observada

Desde (6.5) temos que o logaritmo da função de verossimilhança penalizada é

dado por

Lp(θ, α) =
n∑

i=1

Lpi
(θ, α) ,

em que a função Lpi
(θ, α) é definida na equação (6.8). A matriz de informação

observada penalizada é dada por

−L̈p(θ) = −
n∑

i=1

L̈pi
(θ) , (6.33)

com

L̈pi
(θ) =

∂2Lpi
(θ, α)

∂θ∂θT

∣∣∣
θ=θ̂

=




L̈p11,i L̈p12,i L̈p13,i

L̈
T
p12,i

L̈p22,i L̈p23,i

L̈
T
p13,i

L̈
T
p23,i

L̈p33,i


 ,

em que

L̈p11,i
=

∂2Lpi
(θ, α)

∂β∂βT

∣∣∣
θ=θ̂

= 2 XT
i Σ̂

−1

i

[
2 W ′(δ̂i)ε̂iε̂

T
i +W (δ̂i)Σ̂i

]
Σ̂

−1

i Xi ,

L̈p22,i
=

∂2Lpi
(θ, α)

∂f∂fT

∣∣∣
θ=θ̂

= 2 NT
i Σ̂

−1

i

[
2 W ′(δ̂i)ε̂iε̂

T
i +W (δ̂i)Σ̂i

]
Σ̂

−1

i Ni −
α

n
K,

L̈p12,i
=

∂2Lpi
(θ, α)

∂β∂fT

∣∣∣
θ=θ̂

= 2 XT
i Σ̂

−1

i

[
2W ′(δ̂i)ε̂iε̂

T
i +W (δ̂i)Σ̂i

]
Σ̂

−1

i Ni ,

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



104

L̈p33,i
=

∂2Lpi
(θ, α)

∂τ∂τ T

∣∣∣
θ=θ̂

,

L̈p13,i
=

∂2Lpi
(θ, α)

∂β∂τ T

∣∣∣
θ=θ̂

e

L̈p23,i
=

∂2Lpi
(θ, α)

∂f∂τ T

∣∣∣
θ=θ̂

,

cujos elementos são, respectivamente, da forma

∂2Lpi
(θ, α)

∂τ∂τℓ

∣∣∣
θ=θ̂

=
1

2
tr
{

Σ̂
−1

i

[
Σ̇()Σ̂

−1

i Σ̇(ℓ) − Σ̈(, ℓ)
]}

+ ε̂
T
i Σ̂

−1

i

[
W ′(δ̂i)Σ̇()Σ̂

−1

i ε̂iε̂
T
i Σ̂

−1

i Σ̇(ℓ) −W (δ̂i)Σ̈(, ℓ)

+W (δ̂i)Σ̇()Σ̂
−1

i Σ̇(ℓ) +W (δ̂i)Σ̇(ℓ)Σ̂
−1

i Σ̇()
]
Σ̂

−1

i ε̂i ,

∂2Lpi
(θ, α)

∂β∂τ

∣∣∣
θ=θ̂

= 2 XT
i Σ̂

−1

i

[
W ′(δ̂i)ε̂iε̂

T
i +W (δ̂i)Σ̂i

]
Σ̂

−1

i Σ̇()Σ̂
−1

i ε̂i

e

∂2Lpi
(θ, α)

∂f∂τ

∣∣∣
θ=θ̂

= 2 NT
i Σ̂

−1

i

[
W ′(δ̂i)ε̂iε̂

T
i +W (δ̂i)Σ̂i

]
Σ̂

−1

i Σ̇()Σ̂
−1

i ε̂i ,

com

W (δi) = −1

2

{ν +mi

ν + δi

}
e W

′

(δi) =
1

2

{
ν +mi

(ν + δi)2

}
,

δ̂i = ε̂
T
i Σ̂iε̂i, ε̂i = yi − Xiβ̂ − Nif̂ , e Σ̂i = ZiD(λ̂)ZT

i + φ̂ Ini
(i = 1, . . . , n). Note

que as matrizes Σ̇() = ∂Σi/∂τ, Σ̇(ℓ) = ∂Σi/∂τℓ e Σ̈(, ℓ) = ∂Σi/∂τ∂τℓ, são

avaliadas em θ = θ̂ (, ℓ = 0, . . . , dλ).
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6.7.2 Esquemas de perturbação

A matriz ∆p(θ) para cada esquema de perturbação é definida na forma

∆p(θ) =
∂2Lp(θ, α)

∂θ∂ωT

∣∣∣
θ=θ̂ , ω=ω0

, (6.34)

em que θ̂ é a estimativa de máxima verossimilhança penalizada e ω0 o vetor de

não perturbação. A seguir são apresentadas as expressões da matriz ∆p(θ) para

os três esquemas de perturbação abordados neste caṕıtulo.

Ponderação de casos

Se nosso objetivo é avaliar a contribuição individual das observações, podemos

atribuir diferentes ponderações a cada uma delas no logaritmo da função de ve-

rossimilhança penalizada. Neste caso, o logaritmo da função de verossimilhança

penalizada para o modelo perturbado é dado por

Lp(θ, α|ω) =

n∑

i=1

ωi Li(θ) − α

2
fT KfT , (6.35)

em que ω = (ω1, . . . , ωn)
T é o vetor de pesos, com 0 ≤ ωi ≤ 1 (i = 1, . . . , n). Nesse

caso, o vetor de não perturbação é ω0 = (1, . . . , 1)T ∈ Rn. Usando resultados de

diferenciação sobre Lp(θ, α|ω) obtemos

∂2Lpi
(θ, α|ω)

∂β∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2W (δ̂i)X
T
i Σ̂

−1

i ε̂i ,

∂2Lpi
(θ, α|ω)

∂f∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2W (δ̂i)N
T
i Σ̂

−1

i ε̂i e

∂2Lpi
(θ, α|ω)

∂τ∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −1

2
tr
{
Σ̂

−1

i Σ̇()
}
−W (δ̂i)ε̂

T
i Σ̂

−1

i Σ̇() Σ̂
−1

i ε̂i ,

com Σ̇() avaliada em θ = θ̂ (i = 1, . . . , n e  = 0, . . . , dλ).
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Perturbação na matriz de escala

A perturbação na matriz de escala é introduzida ao considerar

yi ∼ tmi

(
µi, ω

−1
i Σi, ν

)
, (6.36)

em que ω = (ω1, . . . , ωn)T , com ωi > 0 (i = 1, . . . , n). Nesse caso, o vetor de não

perturbação é ω0 = (1, . . . , 1)T ∈ Rn tal que Lp(θ, α|ω) = Lp(θ, α). Após algumas

manipulações algébricas obtemos

∂2Lpi
(θ, α|ω)

∂β∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2 {W ′(δ̂i) δ̂i +W (δ̂i)} XT
i Σ̂

−1

i ε̂i ,

∂2Lpi
(θ, α|ω)

∂f∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −2 {W ′(δ̂i) δ̂i +W (δ̂i)} NT
i Σ̂

−1

i ε̂i e

∂2Lpi
(θ, α|ω)

∂τ∂ωi

∣∣∣
θ=θ̂, ω=ω0

= −{W ′(δ̂i) δ̂i +W (δ̂i)} ε̂
T
i Σ̂

−1

i Σ̇()Σ̂
−1

i ε̂i ,

com Σ̇() avaliada em θ = θ̂ (i = 1, . . . , n e  = 0, . . . , dλ).

Perturbação na variável explicativa

Aqui o interesse principal é perturbar uma variável explicativa cont́ınua es-

pećıfica na forma xiω = xil + ωi, em que xil corresponde à l-ésima coluna da

matriz Xi e ωi é um vetor (mi × 1) de perturbações. Nesse caso, o vetor de não

perturbação é ω0 = (0, . . . , 0)T ∈ Rn∗

, com n∗ =
∑n

i=1mi, e o logaritmo da função

de verossimilhança penalizada para o modelo perturbado é dado por

Lp(θ, α|ω) = L(θ|ω) − α

2
fT KfT ,

em que

L(θ|ω) =
n∑

i=1

Li(θ|ω),

sendo Li(θ|ω) ∝ log
{
1+ν−1δiω

}−
(

mi+ν

2

)
, δiω = εT

iωΣ
−1
i εiω, εiω = yi−Xiωβ−Nif

e Xiω = Xi +ωiz
T
l . Usando resultados de diferenciação sobre Lp(θ, α|ω) obtemos
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∂2Lpi
(θ, α|ω)

∂β∂ωT
i

∣∣∣
θ=θ̂, ω=ω0

= 4W ′(δ̂i)X
T
i Σ̂

−1

i ε̂iε̂
T
i Σ̂

−1

i β̂l + 2W (δ̂i){XT
i β̂l − zlε̂

T
i }Σ̂

−1

i ,

∂2Lpi
(θ, α|ω)

∂f∂ωT
i

∣∣∣
θ=θ̂, ω=ω0

= NT
i Σ̂

−1

i {4W ′(δ̂i) ε̂iε̂
T
i + 2W (δ̂i)Σ̂i}Σ̂

−1

i β̂l e

∂2Lpi
(θ, α|ω)

∂τ∂ωT
i

∣∣∣
θ=θ̂, ω=ω0

= 2ε̂T
i Σ̂

−1

i Σ̇()Σ̂
−1

i

{
2W ′(δ̂i) ε̂iε̂

T
i + 2W (δ̂i)Σ̂i

}
Σ̂

−1

i β̂l,

com Σ̇() avaliada em θ = θ̂ (i = 1, . . . , n e  = 0, . . . , dλ). Aqui zl denota um

vetor (p × 1) com um 1 na l-ésima posição e zeros nas outras posições. β̂l é o

l-ésimo elemento β̂.

Perturbação na variável resposta

Através deste esquema de perturbação desejamos avaliar a sensibilidade das

estimativas quando são introduzidas pequenas perturbações nos componentes de

cada vetor de respostas. Seja ωi = (ωi1, . . . , ωimi
)T ∈ Rmi o vetor de perturbação,

e ω0 = 0 (∈ Rn∗

) o vetor de não perturbação. Consideremos a perturbação do

vetor de respostas na forma yiω = yi + ωi. Então, o logaritmo da função de

verossimilhança penalizada do modelo (2.12) perturbado é dado por

Lp(θ,α |ω) =
n∑

i=1

Li(θ |ω) − α

2
fT Kf ,

em que Li(θ |ω) = −1
2
log |Σi| + log g(δiω), com δiω = εT

iωΣ
−1
i εiω, εiω = yiω − µi.

Diferenciando Lp(θ,α |ω) em relação a θ e ωi, obtemos que

∂2Lpi
(θ,α |ω)

∂β∂ωT
i

∣∣∣
θ=θ̂, ω=ω0

= −XT
i Σ̂

−1

i {4W ′(δ̂i)ε̂iε̂
T
i + 2W (δ̂i)Σ̂i}Σ̂

−1

i ,

∂2Lpi
(θ,α |ω)

∂f∂ωT
i

∣∣∣
θ=θ̂, ω=ω0

= −NT
i Σ̂

−1

i {4W ′(δ̂i) ε̂iε̂
T
i + 2W (δ̂i)Σ̂i}Σ̂

−1

i e

∂2Lpi
(θ,α |ω)

∂τ∂ω
T
i

∣∣∣
θ=θ̂, ω=ω0

= −ε̂
T
i Σ̂

−1

i Σ̇(j)Σ̂
−1

i {2W ′(δ̂i) ε̂iε̂
T
i + 2W (δ̂i)Σ̂i}Σ̂

−1

i ,
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com Σ̇() avaliada em θ = θ̂ (i = 1, . . . , n e  = 0, . . . , dλ).

6.8 Conclusões do caṕıtulo

Neste caṕıtulo foi apresentado o modelo misto semiparamétrico t-Student mul-

tivariado. Assumindo que o vetor de respostas e o vetor dos efeitos aleatórios de

cada grupo segue uma distribuição conjunta t-Student multivariado derivamos a

distribuição marginal do vetor de respostas observadas. A partir do logaritmo da

função de verossimilhança penalizada do modelo marginal calculamos as funções

escore e as matrizes de informação de Fisher penalizada associadas aos parâmetros

do modelo. Baseados nesses resultados, constrúımos o processo iterativo escore de

Fisher para estimar o coeficiente de regressão e a função não paramétrica. Os

componentes de variância e os efeitos aleatórios foram estimados através do algo-

ritmo escore de Fisher e a estimativa emṕırica de Bayes, respectivamente, e os erros

padrão das estimativas dos parâmetros mediante a inversa da matriz de informação

de Fisher. Dois tipos de reśıduos padronizados foram definidos e consequentemente

estudamos algumas de suas propriedades. Também consideramos o problema de

estimação do parâmetro de suavização e sugerimos o critério de validação cru-

zada generalizada como um procedimento de estimação razoável. Finalmente,

particularizamos os resultados de influência local apresentados no Caṕıtulo 4 para

o modelo misto semiparamétrico t-Student multivariado.
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Caṕıtulo 7

Aplicações

Neste caṕıtulo apresentamos algumas aplicações dos modelos dicutidos nos caṕıtulos

anteriores. Três conjuntos de dados reais são utilizados para ilustrar a metodoloǵıa

de influência local nos modelos mistos aditivos semiparamétricos eĺıpticos.

7.1 Dados AFP

Nesta seção discutimos uma aplicação que envolve um conjunto de dados reais

fornecidos pela Superintendência de AFPs do Chile, em que as variáveis resposta

correspondem às rentabilidades mensais da administradora de fundos de pensões

Cuprum, registradas durante o peŕıodo de janeiro de 1990 a dezembro de 2003.

A variável explicativa corresponde à rentabilidade do indicador macroeconômico

IPSA. Inicialmente, podeŕıamos ajustar um modelo linear simples para examinar

o efeito das mudanças no valor do IPSA sobre as rentabilidades. A Figura 7.1a

mostra o diagrama de dispersão entre essas duas variáveis e como resultado, po-

demos observar fortes ind́ıcios de uma tendência linear, com algumas observações

mostrando um comportamento at́ıpico. Como as rentabilidades foram registradas

através do tempo, uma alternativa atrativa seria considerar um modelo que per-

mita modelar a dependência da rentabilidade com relação ao tempo. A Figura 7.1b

mostra o diagrama de dispersão das rentabilidades contra o tempo (meses) indi-

cando que tal dependência pode ser representada em uma forma não paramétrica.
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Figura 7.1: Diagrama de dispersão: rentabilidades da AFP Cuprum contra as
rentabilidades do IPSA (a), rentabilidades contra o tempo (b).

7.1.1 Modelo proposto

Consideraremos o seguinte modelo semiparamétrico:

yi = xi β + f(ti) + ǫi , (7.1)

em que yi denota o valor observado da rentabilidade no tempo ti, xi denota a

rentabilidade do IPSA no mesmo peŕıodo, β é o parâmetro associado ao coefici-

ente de regressão que determina o incremento no valor da rentabilidade quando o

IPSA aumenta uma unidade, f é uma função arbitrária que depende do tempo e

que usualmente é estimada através de um processo de suavização, e ǫi é um erro

aleatório (i = 1, . . . , 168). O modelo (7.1) pode ser expresso na forma

y = Xβ + Nf + ǫ , (7.2)

em que y é um vetor (168× 1) que contém as respostas observadas, X é um vetor

(168 × 1) cujos elementos correspondem aos valores da variável explicativa x, N

é uma matriz de incidência (168 × 168) que, neste caso, é igual a uma matriz
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identidade, f é um vetor (168 × 1) cujos componentes correspondem à avaliação

funcional de f(·) nos valores da variável explicativa t que pertencem ao conjunto

{t1 = 1, t2 = 2, . . . , t168 = 168}, e ǫ representa um vetor de erros aleatórios

(168 × 1). Usualmente, assume-se que os erros aleatórios são não correlacionados

através do tempo e que seguem uma distribuição normal. Porém, é sabido que as

estimativas de máxima verossimilhança derivados do modelo normal são senśıveis

a observações aberrantes. Nesse caso, uma alternativa é assumir um modelo de

caudas mais pesadas para acomodar tais observações. Em virtude disso, vamos

supor que o valor observado da rentabilidade no tempo ti (i = 1, . . . , 168) segue

uma distribuição na forma,

yi ∼ Eℓ1
(
xi β + f(ti) , φ

)
.

Dessa forma, o vetor de parâmetros a ser estimado é θ =
(
β, fT , φ

)T
. A fim

de avaliar e comparar a sensibilidade das estimativas de máxima verossimilhança

penalizada a observações aberrantes, vamos considerar as distribuições normal e

t-Student.

7.1.2 Ajustando os modelos normal e t-Student univariado

Os modelos foram ajustados usando a verossimilhança penalizada sob erros

normal e t-Student. O parâmetro de suavização α foi estimado através do método

de validação cruzada generalizada que, sob o modelo linear parcial com erros nor-

mais e φ conhecido, é α̂ = 100. Utilizando o critério de informação de Schwarz

descrito na Seção 3.8 para escolher os graus de liberdade da distribuição t-Student,

obtivemos ν = 4; veja a Tabela 7.1. Os erros padrão dos estimadores do coefi-

ciente de regressão, da funcão não paramétrica e do parâmetro de escala, foram

calculados a partir da matriz de informação de Fisher penalizada. Os resultados

dos ajustes são apresentados na Tabela 7.2. Devido à alta dimensão do vetor f , as

estimativas e os erros padrão sob o modelo normal e t-Student não são apresenta-

das. Os ajustes não paramétricos para ambos os modelos são exibidos na Figura

7.2.
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Tabela 7.1: Valores estimados do logaritmo da função de verossimilhança
penalizada e do critério de informação de Schwarz sob o modelo t-Student para
diferentes graus de liberdade ajustado aos dados de AFP.

ν −2Lp(θ̂, α̂) SIC(θ̂)

1 617,34 1488,4
2 615,26 1486,3
3 601,82 1472,9
4 600,34 1471,4
5 600,98 1472,1

Tabela 7.2: Estimativas de máxima verossimilhança penalizada para os modelos
normal e t-Student com ν = 4 graus de liberdade ajustados aos dados de AFP.

Normal t-Student

Parâmetro Estimativa E.P. Lp(θ̂, α̂) Estimativa E.P. Lp(θ̂, α̂)

β 7,924 1,961 -315,32 7,752 1,876 -300,17
φ 2,433 0,045 1,193 0,121

Da Tabela 7.2 podemos notar que as estimativas do coeficiente de regressão são

similares entre os dois modelos ajustados. Porém, o erro padrão de β̂ sob o modelo

t-Student é menor do que o erro padrão obtido sob o modelo normal, indicando

que o modelo com caudas mais pesadas parece fornecer estimativas mais precisas

para o coeficiente de regressão. Com relação ao parâmetro de escala dos modelos,

temos que as estimativas são diferentes entre os modelos ajustados e que o erro

padrão de φ̂ sob o modelo normal é menor do que o erro padrão sob para o modelo

t-Student. Porém, tais resultados não são comparáveis.

Como uma forma de avaliar os ajustes dos modelos normal e t-Student cons-

truiremos os gráficos das distâncias transformadas sugeridos por Little (1988) e

Lange et al. (1989) no contexto multivariado e que podem ser particularizados di-

retamente para o caso univariado. Baseados nos valores de Lp(θ̂, α̂) e nos gráficos

normais de probabilidade das distâncias transformadas apresentados na Figura
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7.3, temos que o modelo t-Student com 4 graus de liberdade parece apresentar

um ajuste mais adequado em relação ao modelo normal. Salientamos que esses

gráficos são comparáveis se a distância transformada for normal para ambos os

modelos.
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Figura 7.2: Gráficos dos ajustes não paramétricos (linha cont́ınua) aos dados de
AFP sob o modelo normal e t-Student com ν = 4 graus de liberdade.
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Figura 7.3: Gráficos normais de pobabilidade para a distância transformada sob
os modelos normal (a) e t-Student (b) ajustados aos dados de AFP.

7.1.3 Detectando observações aberrantes

Para detectar observações aberrantes observamos os gráficos de ı́ndices das

distâncias entre o valor observado yi e o seu valor ajustado ŷi, digamos δ̂i = (yi −µ̂i)
2

φ̂
.
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Como resultado, a Figura 7.4 revela que sob os modelos normal e t-Student as

observações 22, 23, 52 e 105 aparecem como posśıveis observações aberrantes,

com um forte destaque para a observação 105. A Figura 7.4c mostra o gráfico

dos pesos estimados contra as distâncias δ̂i sob o modelo t-Student. Como é

posśıvel observar, as observações 22, 23, 52 e 105 receberam pesos menores no

processo de estimação. Isso indica que as estimativas de máxima verossimilhança

penalizada apresentam algumas sinais de robustez, no sentido da distância δ̂i,

contra observações aberrantes.
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Figura 7.4: Gráficos de ı́ndices para a distância δ̂i sob os modelos normal (a) e
t-Student (b) ajustados aos dados de AFP, e entre os pesos estimados e a distância

δ̂i sob o modelo t-Student (c).
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7.1.4 Diagnóstico de influência

Para detectar observações influentes e avaliar a sensibilidade das estimativas

de máxima verossimilhança penalizada de β, f e φ sob alguns esquemas de per-

turbação, apresentamos os gráficos de ı́ndices da medida de influência local total

para ponderação de casos, perturbação de escala, e perturbação na variável expli-

cativa IPSA. A representação gráfica de Ci(θ) foi omitida, pelo fato de apresentar

um comportamento similar aos gráficos obtidos da análise de influência local para

f . Por simplicidade, condicionamos nossa análise de influência local assumindo

que o parâmetro de suavização é fixo. Porém, é posśıvel que exista algum grau de

sensibilidade nos resultados a mudanças nesse parâmetro; vide Zhu et al. (2003).

Ponderação de casos

Nas Figuras 7.5, 7.6 e 7.7 são apresentados os gráficos de ı́ndices de Ci(β),

Ci(f) e Ci(φ), para os modelos normal e t-Student. Tais Figuras indicam que sob

o modelo normal a observação 22 é a mais influente em β̂ seguida das observações

2, 23, 49, 105 e 107 que exercem uma influência moderada. Agora, sob o modelo t-

Student, observamos que a observação 51 é a mais influente seguida das observações

2, 26, 98 e 107. É posśıvel observar também que, sob o modelo normal, a observação

105 é altamente influente em f̂ e φ̂, mas, sob o modelo t-Student, não aparecem

observações exercendo influência relevante.
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Figura 7.5: Gráficos de ı́ndices de Ci para β̂ sob ponderação de casos para os
modelos normal e t-Student ajustados aos dados de AFP.
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Figura 7.6: Gráficos de ı́ndices de Ci para f̂ sob ponderação de casos para os
modelos normal e t-Student ajustados aos dados de AFP.
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Figura 7.7: Gráficos de ı́ndices de Ci para φ̂ sob ponderação de casos para os
modelos normal e t-Student ajustados aos dados de AFP.

Perturbação de escala

Os gráficos de ı́ndices de Ci(β), Ci(f) e Ci(φ) para os modelos normal e t-

Student, assumindo um esquema de perturbação de escala, são apresentados nas

Figuras 7.8, 7.9 e 7.10. A partir dessas figuras podemos observar que os gráficos

de influência local total sob o modelo normal e t-Student têm um comportamento

similar aos obtidos para ponderação de casos, exceto que sob o modelo t-Student

não há observações exercendo influência relevante. Portanto, tais comentários são

válidos para este esquema de perturbação.
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Figura 7.8: Gráficos de ı́ndices de Ci para β̂ sob perturbação de escala para os
modelos normal e t-Student ajustados aos dados de AFP.
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Figura 7.9: Gráficos de ı́ndices de Ci para f̂ sob perturbação de escala para os
modelos normal e t-Student ajustados aos dados de AFP.
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Figura 7.10: Gráficos de ı́ndices de Ci para φ̂ sob perturbação de escala para os
modelos normal e t-Student ajustados aos dados de AFP.
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Perturbação no IPSA

Nas Figuras 7.11, 7.12 e 7.13 são apresentados os gráficos de ı́ndices de Ci(β),

Ci(f) e Ci(φ), para os modelos normal e t-Student, no caso em que a variável

explicativa é perturbada em forma aditiva. Tais figuras revelam que sob o modelo

normal a observação 105 é a mais influente em β̂ e φ̂, enquanto que sob o modelo

t-Student não aparecem observações influentes. Além disso, é posśıvel observar

que sob o modelo normal não há observações influentes em f̂ , mas, sob o modelo

t-Student, as observações 1 e 168 têm uma influência mais acentuada.
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Figura 7.11: Gráficos de ı́ndices de Ci para β̂ sob perturbação do IPSA para os
modelos normal e t-Student ajustados aos dados de AFP.
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Figura 7.12: Gráficos de ı́ndices de Ci para f̂ sob perturbação do IPSA para os
modelos normal e t-Student ajustados aos dados de AFP.
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Figura 7.13: Gráficos de ı́ndices de Ci para φ̂ sob perturbação do IPSA para os
modelos normal e t-Student ajustados aos dados de AFP.

Com o objetivo de comparar os resultados de influência local, na Figura 7.14

apresentamos os gráficos de ı́ndices dos reśıduos padronizados, dos pontos de ala-

vanca, das distâncias de Cook para β̂, e da medida DFIT para f̂ .
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Figura 7.14: Gráficos de ı́ndices: reśıduos padronizados (a), pontos de alavanca

(b), distâncias de Cook para β̂ (c) e medida DFITS para f̂ (d), referentes ao ajuste
do modelo normal aos dados de AFP.
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Como resultado, podemos observar a análise de diagnóstico de eliminação de

casos apresentados na Figura 7.14 concordam com os obtidos por influência local.

As expressões das medidas de eliminação de casos utilizadas acima são dadas em

Fung et al. (2002) no contexto dos modelos mistos semiparamétricos gaussianos,

e podem ser facilmente particularizadas para os modelos lineares parcias; veja

também Eubank (1985) e Kim (1996). De acordo com Fung et al. (2002) é

conveniente fazer o diagnóstico condicionando a estimação do parâmetro de escala

e do parâmetro de suavização a todo o conjunto de dados. Na prática é posśıvel

que mudanças em φ̂ e α̂ devido à exclusão de uma observação tenham um efeito

adicional nas estimativas de β e f .

7.1.5 Análise confirmatória

A seguir, é apresentada a análise confirmatória obtida reajustando o modelo

(7.1) sem as observações 22, 23, 52 e 105 para avaliar o impacto nas estimativas

de β e φ. Os valores apresentados entre parênteses correspondem às mudanças

relativas (impacto percentual) na estimativa do parâmetro, quando eliminamos a

correspondente observação. Aqui, β̂(I) e φ̂(I) denotam respectivamente, as estima-

tivas de máxima verossimilhança penalizada de β e φ obtidas após a eliminação da

observação I. Na Tabela 7.3 observamos que a maior variação percentual na esti-

mativa de máxima verossimilhança penalizada de β é obtida sob o modelo normal.

Essa variação atinge um máximo quando eliminamos a observação 22. Porém, sob

o modelo t-Student, a variação é menor quando eliminamos a mesma observação.

Observamos ainda, que a maior variação percentual na estimativa de máxima ve-

rossimilhança de φ, sob o modelo normal, atinge um máximo quando eliminamos

a observação 105. Já para o modelo t-Student, essa variação é bem menor quando

eliminamos a mesma observação. Ao observar o conjunto de dados notamos que

as observações 23, 52 e 105 correspondem aos menores valores das rentabilidades

(negativas), enquanto as observações 22 e 49 correspondem aos maiores valores das

rentabiliades (positivas) recebidas pela AFP. É evidente que tais observações têm

um comportamento at́ıpico.
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Tabela 7.3: Mudanças relativas (em parênteses) nas estimativas de máxima veros-
similhança penalizada para os modelos normal e t-Student com ν = 4 graus de
liberdade ajustados aos dados de AFP.

normal t-Student

I β̂(I) φ̂(I) β̂(I) φ̂(I)

– 7,92 2,43 7,75 1,19
22 8,87 2,32 7,58 1,12

(11,94) (4,55) (2,23) (5,67)
23 7,14 2,26 7,58 1,12

(9,84) (6,91) (2,25) (6,38)
52 8,27 2,30 7,97 1,12

(4,41) (5,40) (2,84) (6,43)
105 8,61 1,94 7,71 1,22

(8,63) (20,20) (0,54) (2,61)

Finalmente, a partir dos resultados de influência local descritos acima, pode-

mos concluir que as observações que exercem maior influência na estimativa de β

não necessariamente têm o mesmo grau de influência na função estimada de f .

Por exemplo, para ponderação de casos, as observações 22 e 105 são altamente

influentes em β̂ e f̂ , respectivamente. Além disso, notamos que a estimativa de f ,

derivada do modelo com erros t-Sudent, apresenta uma importante sensibilidade

quando perturbamos a covariável IPSA. Por sua parte, a estimativa do coeficiente

de regressão sob o modelo t-Student também mostra-se senśıvel quando atribúımos

diferentes ponderações às observações.

7.2 Dados de glucose

Em um estudo médico foram aplicados diferentes testes padrão de tolerância

à glucose a 20 pacientes obesos. Os dados correspondem às medições de fosfato

inorgânico no plasma, obtidas a partir de amostras de sangue para cada paciente,

registradas às 0; 0,5; 1; 1,5; 2; 3; 4 e 5 horas após a aplicação oral de uma dose

de glucose padrão; veja Apêndice D. A variável resposta foi medida em mg/dl. Os
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dados foram reportados por Zerbe (1979) e analisados por diferentes autores. Por

exemplo, Reinsel (1984) ajusta esses dados a um modelo de curva de crescimento

com efeitos aleatórios e sugere modelar a resposta média de cada paciente através

de uma função linear por partes com ponto de mudança às duas horas (veja Figura

7.15a). Chi e Reinsel (1989) fazem uma análise desses dados através do ajuste de

um modelo com efeitos aleatórios e erros AR(1). Mais recentemente, Pang e Fang

(2002) realizam estudos de sensibilidade utilizando os procedimentos de eliminação

de casos e influência local em modelos de curva de crescimento com erros normais.

Para ilustrar a aplicabilidade de tais resultados eles propõem modelar os dados

descritos acima através de um modelo de curva de crescimento, assumindo um po-

linômio de segundo grau. Nessa análise, eles confirmam a presença de observações

aberrantes e influentes; ver Keramidas e Lee (1995).

7.2.1 Modelo proposto

A partir da Figura 7.15 onde são apresentados os perfis individuais de cada

paciente, temos ind́ıcios de que os ńıveis de fosfato inorgânico no plasma, após

da aplicação oral da dose de glucose, muda através do tempo em uma forma que

torna dif́ıcil modelar sua tendência usando uma função paramétrica simples. Nesse

caso, sugerimos analisar este conjunto de dados usando o seguinte modelo misto

não paramétrico:

yij = f(tij) + bi + ǫij , (7.3)

em que yij representa a j-ésima medição de fosfato inorgânico no plasma do i-ésimo

paciente no tempo tij (i = 1, . . . , 20 ; j = 1, . . . , 8), f(·) é uma função arbitrária

que depende do tempo, bi denota o efeito aleatório do i-ésimo paciente, e εij é um

erro aleatório dentro do paciente. O modelo (7.3) pode ser escrito na forma

yi = Nif + Zibi + ǫi , (7.4)

em que yi é um vetor (8×1) para as respostas do i-ésimo paciente, Ni = I8 é uma

matriz de incidência (8×8), onde I8 denota uma matriz identidade (8×8), f é um

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



123

vetor (8 × 1) cujos componentes correspondem à avaliação funcional de f(·) nos

valores dos tempos que pertencem ao conjunto t0 = { t0
1 = 0, t0

2 =0,5, . . ., t0
8 = 5

}, Zi é a matriz de planejamento (8 × 1) para os efeitos aleatórios dada por

Zi =
(

1 1 1 1 1 1 1 1
)T

,

e ǫi representa o vetor de erros aleatórios (8 × 1). Assumindo que,

(
yi

bi

)
∼ Eℓ8

{ (
f

0

)
,

(
λ ZiZ

T
i + φ I8 λ Zi

λ ZT
i λ

) }
,

temos que o vetor de respostas associado ao i-ésimo paciente (i = 1, . . . , 20) segue

uma distribuição marginal na forma,

yi ∼ Eℓ8
(
f , λ ZiZ

T
i + φ I8

)
.

Sob essa suposição, o vetor de parâmetros a ser estimado é θ = (fT , λ, φ)T . Com o

propósito de comparar o ajuste do modelo (7.3) para alguns membros da famı́lia das

distribuições eĺıpticas, vamos considerar especificamente as distribuições normal e

t-Student multivariadas.
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Figura 7.15: Gráficos de perfis (a) e das médias (b) de fosfato inorgânico no plasma.
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7.2.2 Ajustando os modelos normal e t-Student multivariado

O modelo (7.3) assumindo uma distribuição normal e t-Student multivariada,

respectivamente, foi ajustado usando a verossimilhança penalizada correspondente.

O parâmetro de suavização α̂ = 0,105 foi estimado através do método de validação

cruzada generalizada assumindo normalidade. Os graus de liberdade da distri-

buição t-Student foram escolhidos mediante o critério de informação de Schwarz

obtendo-se ν = 7; veja Tabela 7.4. Os erros padrão do estimador do componente

não paramétrico e do componente de variância foram calculados a partir da ma-

triz de informação de Fisher penalizada. O resumo dos ajustes é apresentado na

Tabela 7.5.

Tabela 7.4: Valores estimados do logaritmo da função de verossimilhança
penalizada e do critério de informação de Schwarz sob o modelo t-Student multi-
variado para diferentes graus de liberdade ajustado aos dados de glucose.

ν −2Lp(θ̂, α̂) SIC(θ̂)

1 232,56 262,52
2 222,26 252,22
3 218,50 248,45
4 216,80 246,76
5 215,98 245,95
6 215,62 245,58
7 215,48 245,45

8 215,50 245,46

Da Tabela 7.5 podemos notar que as estimativas do componente não paramé-

trico são, em termos gerais, bastante similares entre os modelos ajustados. Porém,

como os erros padrão de f̂ sob o modelo t-Student multivariado são menores que

os erros padrão obtidos sob o modelo normal, temos ind́ıcios de que o modelo

com caudas mais pesadas gera estimativas mais precisas para o componente não

paramétrico. Com relação aos demais parâmetros, temos que as inferências para os

componentes da escala são similares entre os modelos, porém não são comparáveis.

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



125

Tabela 7.5: Estimativas de máxima verossimilhança penalizada para os modelos
normal e t-Student multivariado com ν = 7 graus de liberdade ajustados aos dados
de glucose.

Normal t-Student

Parâmetro Estimativa E.P. Lp(θ̂, α̂) Estimativa E.P. Lp(θ̂, α̂)

λ 0,355 0,120 -110,92 0,297 0,112 -107,75
φ 0,163 0,020 0,120 0,022

f(t1) 4,530 0,161 4,496 0,145
f(t2) 4,140 0,163 4,110 0,146
f(t3) 3,782 0,164 3,780 0,146
f(t4) 3,476 0,164 3,490 0,146
f(t5) 3,200 0,162 3,216 0,145
f(t6) 3,374 0,160 3,403 0,144
f(t7) 3,700 0,159 3,736 0,143
f(t8) 4,015 0,160 4,047 0,144

Para avaliar os ajustes dos modelos construiremos os gráficos das distâncias

transformadas sugeridos na Seção 6.6. Baseados nos valores de Lp(θ̂, α̂) e nos

gráficos normais de probabilidade das distâncias transformadas apresentados na

Figura 7.16, temos que o modelo t-Student multivariado com 7 graus de liberdade

parece apresentar um ajuste mais adequado com relação ao modelo normal.
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Figura 7.16: Gráficos normais de probabilidade das distâncias transformadas sob
os modelos normal e t-Student com 7 graus de liberdade ajustados aos dados de
glucose.
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A Figura 7.17 mostra os valores ajustados obtidos a partir do modelo com efeito

aleatório não paramétrico (7.3) para os 20 pacientes (i = 1, . . . , 20), ŷi = f̂ +Zib̂i ,

em que b̂i é o estimador emṕırico de Bayes com todos os parâmetros substitúıdos

pelas suas estimativas de máxima verossimilhança penalizada derivadas do modelo

t-Student. Em termos gerais, essa figura indica que as predições ajustadas para

cada perfil do paciente são razoáveis quando consideramos um modelo que incor-

pora um efeito aleatório para modelar a estrutura de covariância do paciente e

um componente não paramétrico para modelar o efeito do tempo. Chi e Reinsel

(1989) obtêm resultados similares aos nossos, em que consideram um componente

de efeitos aleatórios e uma função linear por parte, com ponto de mudança às

duas horas, para modelar a tendência do tempo. Além disso, eles incorporam um

processo autorregressivo AR(1) na modelagem do tempo. Nesse contexto, as con-

tribuições de Zeger e Diggle (1994) e Zhang et al. (1998) podem ser consideradas.
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Figura 7.17: Gráfico de perfis ajustados (–) sob o modelo t-Student com 7 graus
de liberdade para os 20 pacientes do estudo de dados de glucose (da esquerda para
a direita).
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7.2.3 Detectando observações aberrantes

Pang e Fang (2002) constatam que sob erros normais há observações aberrantes

e influentes no conjunto de dados de glucose. No intuito de detectar observações

aberrantes, apresentamos na Figura 7.18(a-b) os gráficos de ı́ndices das distâncias

de Mahalanobis ajustadas δ̂i e das distâncias modificadas F̂i = δ̂i/mi, respectiva-

mente, para os modelos normal e t-Student multivariados.
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Figura 7.18: Gráficos de ı́ndices para a distância δ̂i sob os modelos normal (a)
e t-Student (b) ajustados aos dados de glucose, e entre os pesos estimados e a

distância δ̂i sob o modelo t-Student (c).

Como resultado identificamos o paciente 17 como uma posśıvel observação

aberrante quando ajustamos um modelo normal. A Figura 7.17c mostra o gráfico

dos pesos estimados contra δ̂i sob o modelo t-Student. Como é posśıvel obser-

var, a observação 17 recebe um peso menor no processo de estimação. Isso indica

que es estimativas de máxima verossimilhança penalizada apresentam algumas si-

nais de robustez, no sentido da distância de Mahalanobis δ̂i, contra observações

aberrantes.
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7.2.4 Diagnóstico de influência

A fim de identificar observações influentes e de avaliar a sensibilidade da es-

timativa de máxima verossimilhança penalizada de f , λ e φ a tais observações,

apresentamos os resultados obtidos da análise de influência local. Utilizamos a

medida de influência local total, Ci, e dois esquemas de perturbação: ponderação

de casos e perturbação de escala. A representação gráfica de Ci(θ) foi omitida,

devido à similaridade dos resultados com aqueles obtidos na análise de influência

local parcial.

Ponderação de casos

Nas Figuras 7.19, 7.20 e 7.21 são apresentados os gráficos de ı́ndices de Ci(f),

Ci(λ) e Ci(φ) para os modelos normal e t-Student com 7 g.l., para o caso em

que atribúımos diferentes ponderações às observações. Como resultado é posśıvel

notar que as observações 6, 7, 11 e 17 aparecem como observações influentes nas

estimativas de máxima verossimilhança penalizada da função não paramétrica e

dos componentes de variância sob o modelo normal. Observamos também que a

observação 17 é mais influente em relação às outras observações. Já para o modelo

t-Student não observa-se nenhuma observação exercendo influência de forma rele-

vante.
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Figura 7.19: Gráficos de ı́ndices de Ci para f̂ sob ponderação de casos para os
modelos normal e t-Student ajustados aos dados de glucose.
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Figura 7.20: Gráficos de ı́ndices de Ci para λ̂ sob ponderação de casos para os
modelos normal e t-Student ajustados aos dados de glucose.
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Figura 7.21: Gráficos de ı́ndices de Ci para φ̂ sob ponderação de casos para os
modelos normal e t-Student ajustados aos dados de glucose.

Perturbação de escala

Nas Figuras 7.22, 7.23 e 7.24 apresentamos os gráficos de ı́ndices Ci(f), Ci(λ)

e Ci(φ) para os modelos normal e t-Student com 7 g.l.. Podemos notar que as

observações 6, 7, 11 e 17 aparecem como observações influentes nas estimativas de

máxima verossimilhança penalizada da função não paramétrica e dos componentes

de variância obtidos sob o modelo normal. Note que uma vez mais a observação

17 apresenta a maior influência perante as demais observações. Para o modelo

t-Student podemos observar que os gráficos de influência local total não revelam

a presença de observações influentes nas estimativas.
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Figura 7.22: Gráficos de ı́ndices de Ci para f̂ sob perturbação de escala para os
modelos normal e t-Student ajustados aos dados de glucose.
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Figura 7.23: Gráficos de ı́ndices de Ci para λ̂ sob perturbação de escala para os
modelos normal e t-Student ajustados aos dados de glucose.

0 2 4 6 8 10 12 14 16 18 20
0

0.5

1

1.5

2

2.5

3

Índice

C
i

normal

17 

6 

7 11 

0 2 4 6 8 10 12 14 16 18 20

0.5

1

1.5

2

2.5

3

Índice

C
i

t−Student

Figura 7.24: Gráficos de ı́ndices de Ci para φ̂ sob perturbação de escala para os
modelos normal e t-Student ajustados aos dados de glucose.
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Como já foi mencionado no ińıcio, Pan e Fang (2002) ajustaram a esses dados

um modelo de curva de crescimento assumindo normalidade e consequentemente

discutiram alguns procedimentos para detectar observações discordantes e influ-

entes. Nessa análise encontraram a observação 30 (para nós 17) como fortemente

discordante e influente, coincidindo, desta forma, com os nossos resultados de

influência local. Uma revisão da base de dados mostra que tal paciente tem o pri-

meiro e segundo valor de entrada relativamente grande, mas os restantes diminuem

rapidamente e voltam a crescer após duas horas da aplicação oral da dose de glu-

cose. É evidente que a tendência no tempo dessas medições são diferentes em

relação à maioria dos dados, como é observado a partir da Figura 7.15.

A partir dos resultados de diagnóstico de influência local total apresentados

acima, temos que as estimativas da função não paramétrica e do componente de

variância para o modelo normal apresentam uma importante sensibilidade quando

atribúımos ponderações diferentes às observações e quando perturbamos a matriz

de escala. Além disso, podemos observar que tais estimativas derivados do modelo

t-Student com 7 g.l. são robustos, no sentido da distância de Mahalanobis, con-

tra observações aberrantes, uma vez que a observação 17, identificada com uma

distância grande sob o modelo normal multivariado, recebeu um peso pequeno no

processo de estimação sob o modelo t-Student multivariado.

7.3 Dados de pressão ocular

Estes dados foram reportados em um estudo médico realizado com 30 pacientes

com o objetivo de descrever o comportamento da pressão ocular do olho direito e

do olho esquerdo em um dia espećıfico. Esse conjunto de dados foi analisado por

alunos da carreira de engenharia em Estat́ıstica da Univesidade de Valparaŕıso,

Chile. As variáveis resposta correspondem às medições da pressão ocular dos

pacientes registradas em intervalos de tempo de três horas; isto é, às 6, 9, 12, 15,

18, 21 e 24 horas; veja Apêndice E. O sexo e idade foram inclúıdas no estudo como

covariáveis. Em alguns pacientes, apenas foi posśıvel medir a pressão ocular em um

dos olhos. Nesta aplicação consideraremos todos os pacientes aos quais foi posśıvel
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medir a pressão ocular do olho esquerdo, obtendo-se um total de 29 pacientes. As

variáveis sexo e idade não serão consideradas em nossa análise. A Figura 7.25

mostra os perfis individuais dos pacientes. A forma dessas curvas sugere que as

medições da pressão ocular poderiam ser modeladas de maneira razoável usando

um modelo com efeitos aleatórios e um componente não paramétrico.
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Figura 7.25: Gráficos de perfis (a) e das médias (b) da pressão ocular do olho
esquerdo.

7.3.1 Modelo proposto

Em virtude do exposto acima, sugerimos analisar este conjunto de dados usando

o seguinte modelo misto não paramétrico:

yij = f(tij) + bi + ǫij , (7.5)

em que yij representa a j-ésima medição da pressão ocular do i-ésimo paciente no

tempo tij (i = 1, . . . , 29 ; j = 1, . . . , 7), f é uma função arbitrária que depende do

tempo, bi denota o efeito aleatório do i-ésimo paciente incorporado para modelar

a estrutura de covariância, e ǫij é um erro aleatório. Em termos matriciais temos

yi = Nif + Zibi + εi , (7.6)
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em que yi é um vetor (7×1) para as medições do i-ésimo paciente, Ni = I7 é uma

matriz de incidência (7×7), onde I7 denota uma matriz identidade (7×7), f é um

vetor (7 × 1) cujos componentes correspondem à avaliação funcional de f(·) nos

valores dos tempos que pertencem ao conjunto t0 = { t0
1 = 6, . . ., t0

7 = 24 }, Zi é

a matriz de planejamento (7 × 1) para os efeitos aleatórios dada por

Zi =
(

1 1 1 1 1 1 1
)T

,

e ǫi representa o vetor de erros aleatórios (7 × 1). Assumindo que,

(
yi

bi

)
∼ Eℓ7

{ (
f

0

)
,

(
λ ZiZ

T
i + φ I7 λ Zi

λ ZT
i λ

) }
,

temos que o vetor de respostas associado ao i-ésimo paciente (i = 1, . . . , 29) segue

uma distribuição marginal na forma,

yi ∼ Eℓ7
(
f , λ ZiZ

T
i + φ I7

)
.

Neste caso, o vetor de parâmetros a ser estimado é dado por θ = (fT , λ, φ)T . As

distribuições normal e t-Student serão usadas para comparar a sensibilidade das

estimativas de máxima verossimilhança penalizada para este conjunto de dados.

7.3.2 Ajustando os modelos normal e t-Student multivariado

O modelo (7.5) sob as distribuições normal e t-Student multivariadas, res-

pectivamente, foi ajustado usando o critério da verossimilhança penalizada. O

grau de suavização α̂ = 4,3 foi estimado através do critério de validação cruzada

generalizada sob normalidade. Os graus de liberdade da distribuição t-Student

foram calculados através do critério de informação de Schwarz obtendo-se ν = 9;

veja Tabela 7.6. Os erros padrão do estimador do componente não paramétrica e

do componente de variância foram estimados a partir da matriz de informação de

Fisher penalizada. Como resultado, temos os ajustes descritos na Tabela 7.7.
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Tabela 7.6: Valores estimados do logaritmo da função de verossimilhança
penalizada e do critério de informação de Schwarz sob o modelo t-Student para
diferentes graus de liberdade ajustado aos dados sobre pressão ocular.

ν −2Lp(θ̂, α̂) SIC(θ̂)

1 992,86 1023,20
2 977,84 1008,10
3 972,20 1002,50
4 969,44 999,75
5 968,02 998,33
6 967,28 997,58
7 966,88 997,19
8 966,70 997,01
9 966,66 996,96

10 966,70 996,99

Da Tabela 7.7 podemos notar que as estimativas do componente não pa-

ramétrico são, em termos gerais, similares entre os dois modelos ajustados. Porém,

como os erros padrão de f̂ sob o modelo t-Student são menores do que os erros

padrão obtidos para o modelo normal, temos ind́ıcios de que o modelo com caudas

mais pesadas gera estimativas mais precisas para o componente não paramétrico.

Em relação aos parâmetros associados ao componente de variância, temos que

as inferências são diferentes entre ambos os modelos, particularmente os valores

das estimativas. Porém não são comparáveis. Conclúımos, também, baseados nos

valores de Lp(θ̂, α̂), que o modelo t-Student com 9 graus de liberdade apresenta um

ajuste adequado, como também parece indicar a Figura 7.26 onde são apresentados

os gráficos normais de probabilidade.

7.3.3 Detectando observações aberrantes

A fim de explorar se há observações discrepantes no conjunto de dados (usando

o mesmo critério adotado na Subseção 7.2.3), apresentamos na Figura 7.27(a-b)

os gráficos de ı́ndices das distâncias de Mahalanobis ajustadas δ̂i e das distâncias

modificadas F̂i = δ̂i/mi, respectivamente, para os modelos normal e t-Student.
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Como resultado dessa análise, notamos que os pacientes 3, 26 e 28 mostram-se

como observações aberrantes quando ajustamos um modelo normal. Para o modelo

com caudas mais pesadas não aparece nenhuma observação discordante.

Tabela 7.7: Estimativas de máxima verossimilhança penalizada para os modelos
normal e t-Student com ν = 9 graus de liberdade ajustados aos dados sobre pressão
ocular.

Normal t-Student

Parâmetro Estimativa E.P. Lp(θ̂, α̂) Estimativa E.P. Lp(θ̂, α̂)

λ 6,265 1,839 -486,53 5,602 1,797 -483,33
φ 5,116 0,548 3,976 0,584

f(t1) 21,058 0,645 20,574 0,582
f(t2) 19,552 0,780 19,162 0,630
f(t3) 19,037 0,897 18,751 0,667
f(t4) 18,636 0,831 18,273 0,646
f(t5) 18,565 0,623 18,343 0,561
f(t6) 18,510 0,573 18,218 0,521
f(t7) 18,198 0,623 17,793 0,567
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Figura 7.26: Gráficos normais de Probabilidades das distâncias transformadas sob
os modelos normal e t-Student com 9 graus de liberdade ajustados aos dados sobre
pressão ocular.
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Figura 7.27: Gráficos de ı́ndices para a distância δ̂i sob os modelos normal (a) e
t-Student (b) ajustados aos dados sobre pressão ocular, e entre os pesos estimados

e a distância δ̂i sob o modelo t-Student (c).

7.3.4 Diagnóstico de influência

A seguir apresentamos os resultados da análise de influência local para iden-

tificar observações influentes e avaliar a sensibilidade das estimativas de máxima

verossimilhança penalizada de f , λ e φ contra tais observações. A medida de in-

fluência local total Ci e os esquemas de ponderação de casos e perturbação de

escala são considerados. Os gráficos de ı́ndices de Ci(θ) são omitidos devido à

semelhança de tais resultados com os obtidos na análise de influência local parcial.

Vamos supor que o parâmetro de suavização é fixo.
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Ponderação de casos

Nas Figuras 7.28, 7.29 e 7.30 são apresentados os gráficos de ı́ndices de Ci(f),

Ci(λ) e Ci(φ) para os modelos normal e t-Student com 7 g.l., para o caso em

que atribúımos diferentes ponderações às observações. Os gráficos de influência

revelam que as observações 3, 26 e 28 mostram-se influentes nas estimativas de

máxima verossimilhança penalizada da função não paramétrica e do componente de

variância, sob o modelo normal. Para o modelo t-Student não observa-se nenhuma

observação exercendo influência de forma relevante nas estimativas de f , λ e φ.
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Figura 7.28: Gráficos de ı́ndices de Ci para f̂ sob ponderação de casos para os
modelos normal e t-Student ajustados aos dados sobre pressão ocular.
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Figura 7.29: Gráficos de ı́ndices de Ci para λ̂ sob ponderação de casos para os
modelos normal e t-Student ajustados aos dados sobre pressão ocular.
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Figura 7.30: Gráficos de ı́ndices de Ci para φ̂ sob ponderação de casos para os
modelos normal e t-Student ajustados aos dados sobre pressão ocular.

Perturbação na matriz de escala

Nas Figuras 7.31, 7.31 e 7.31 apresentamos os gráficos de ı́ndices Ci(f), Ci(λ)

e Ci(φ) para os modelos normal e t-Student com 7 g.l.. Podemos notar que as

observações 3, 26 e 28 emergem como observações influentes nas estimativas de

máxima verossimilhança penalizada de f , λ e φ. Para o modelo t-Student, os

gráficos de influência não revelam a presença de observações influentes sobre as

estimativas.
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Figura 7.31: Gráficos de ı́ndices de Ci para f̂ sob perturbação de escala para os
modelos normal e t-Student ajustados aos dados sobre pressão ocular.
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Figura 7.32: Gráficos de ı́ndices de Ci para λ̂ sob perturbação de escala para os
modelos normal e t-Student ajustados aos dados sobre pressão ocular.
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Figura 7.33: Gráficos de ı́ndices de Ci para φ̂ sob perturbação de escala para os
modelos normal e t-Student ajustados aos dados sobre pressão ocular.

Ao observar a base de dados notamos que o paciente 26, por exemplo, tem um

valor de entrada alto, mas os valores restantes da pressão ocular diminuem abrup-

tamente. Além disso, observamos que as medições inicial e final da pressão ocular

do paciente 28 têm um valor relativamente grande quando comparadas com as

medições dos demais pacientes. Isto indica, portanto, um comportamento at́ıpico

de tais observações. A partir dos resultados de diagnóstico de influência local to-

tal obtidos nesta aplicação, temos que a estimativa de MVP de f , λ e φ sob o

modelo normal mostra uma sensibilidade maior quando atribuem-se ponderações

diferentes às observações e se perturba a matriz de escala. Temos ainda, que as

estimativas derivadas do modelo t-Student com 9 g.l. são robustas, no sentido
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da distância de Mahalanobis, contra observações aberrantes, uma vez que as ob-

servações 3, 26 e 28, que tinham uma distância relativamente grande sob o modelo

normal, recebem pesos pequenos no processo de estimação.

7.4 Conclusões do caṕıtulo

Neste caṕıtulo apresentamos três aplicações com dados reais para ilustrar a

aplicabilidade do modelo misto aditivo semiparamétrico eĺıptico juntamente com

método de influência local. A medida de influência local total foi utilizada para

identificar observações influentes e avaliar a sensibilidade das estimativas de MVP

do coeficiente de regressão, da função não paramétrica e dos componentes de

variância. Dos resultados obtidos na primeira aplicação observamos que sob o

modelo normal as observações que têm uma grande influência na estimativa do

coeficiente de regressão, não necessariamente têm o mesmo grau de influência na

estimativa da função não paramétrica e vice versa. Também observamos que a

estimativa de MVP do parâmetro de escala sob o modelo t-Student univariado é

menos senśıvel a observações aberrantes. Os resultados obtidos na segunda e ter-

ceira aplicações mostraram que a estimativa de MVP da função não paramétrica

e dos componentes de variância sob o modelo normal multivariado são altamente

senśıveis sob a presença de observações aberrantes. Para o modelo t-Student mul-

tivariado, observa-se que as estimativas são robustas no sentido da distância de

Mahalanobis. Essas aplicações confirmam que o método de influência local logra

identificar observações que têm um comportamento at́ıpico quando ajustamos um

modelo misto semiparamétrico de contornos eĺıpticos. Finalmente, é importante

lembrar que em tais aplicações condicionamos nossa análise de influência assu-

mindo que o parâmetro de suavização é fixo e, portanto, é posśıvel que ocorra al-

gum grau de sensibilidade nos resultados a mudanças no parâmetro de suavização.
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Caṕıtulo 8

Considerações finais

8.1 Discussão

Nesta tese estudamos uma nova classe de modelos denominada modelos mistos

aditivos semiparamétricos eĺıpticos. Essa classe torna posśıvel a análise de dados de

experimentos relacionados a fenômenos em que precisa-se modelar a dependência

das medidas intraunidades amostrais, modelar os efeitos das covariáveis que con-

tribuem de maneira paramétrica e não paramétrica sobre a variável resposta, e

estender a modelagem estat́ıstica a outras distribuições eĺıpticas além da distri-

buição normal, o que é muito importante dado o caráter dinâmico da modelagem

de fenômenos cada vez mais complexos. Do ponto de vista teórico, nossas princi-

pais contribuições são a proposta de um novo modelo estat́ıstico que generaliza o

modelo misto semiparamétrico gaussiano, a obtenção de um procedimento para es-

timar os parâmetros do modelo, e o desenvolvimento do método de influência local

para detectar observações influentes e avaliar a sensibilidade das estimativas sob

esta nova classe de modelos. Do ponto de vista prático, as principais contribuições

são a aplicabilidade dos modelos MMASE a conjuntos de dados reais, a obtenção

de evidências emṕıricas da robustez, no sentido da distância de Mahalanobis, das

estimativas de MVP geradas desde distribuições com caudas mais pesadas do que

as caudas da normal e, aliás, a obtenção de evidências emṕıricas que revelam a

capacidade do método de influência local para detectar observações influentes.
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8.2 Implementação computacional

Nesta tese o processo iterativo baseado no algoritmo de escore de Fisher e

backfitting para estimar o coeficiente de regressão, as funções não paramétricas, e

os componentes de variância sob o modelo misto aditivo semiparamétrico eĺıptico,

foi implementado no software MATLAB. A estrutura bloco-diagonal da matriz de

informação de Fisher facilita o desenvolvimento desse método iterativo, ao permitir

estimar os parâmetros associados aos efeitos fixos do modelo (paramétricos e não

paramétricos) e os parâmetros associados aos componentes de variância usando

processos iterativos independentes. A análise de diagnóstico de influência local

também foi implementado computacionalmente usando o software MATLAB.

8.3 Perspectivas de trabalhos futuros

A primeira perspectiva de trabalho futuro esta relacionada com os esquemas de

amostragem longitudinal. Tipicamente, em estudos longitudinais as observações

de uma mesma unidade experimental são realizadas de forma sistemática, isto é,

sequencialmente ao longo do tempo, e portanto deve-se considerar a correlação

serial das observações de uma mesma unidade experimental. Na prática, os dados

relacionados a estudos longitudinais são frequentemente não balanceados ou in-

completos, isto é, quando para algumas unidades experimentais não há observação

da resposta em uma ou mais ocasiões ou as unidades experimentais não têm a

mesma matriz de planejamento, e o número de observações para cada unidade é

relativamente maior em algumas delas. Nesses casos, é conveniente considerar mo-

delos que possuam a capacidade de acomodar a natureza não balanceada dos dados

longitudinais e uma estrutura de variância-covariância concorde com o critério de

parcimônia. Em virtude disso, podemos considerar modelos que além de incorpo-

rar um componente de efeitos aleatórios, incorporem também erros aleatórios que

sigam um processo de série de tempo autoregressivo de ordem 1. Nesse contexto,

Chi e Reinsel (1989-1991) derivam um procedimento de estimação de máxima ve-

rossimilhança baseados no método de escore de Fisher para o modelo com efeitos

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



143

aleatórios e erros autoregressivos de ordem 1. Além disso, desenvolvem um teste

escore para avaliar a presença de autocorrelação nos erros aleatórios. No contexto

dos modelos mistos eĺıpticos paramétricos, Cao e Lin (2009) também consideram

erros autoregressivos de ordem 1 e desenvolvem alguns métodos de diagnóstico e

teste de hipótese para avaliar a presença de autocorrelação nos erros aleatórios. Na

mesma direção, Zhang et al. (1998) propõem flexibilizar a estrutura de variância-

covariância incorporando processos estocásticos estacionários e não estacionários

para modelar a correlação serial intraunidades experimentais.

A segunda perspectiva de trabalho futuro tem relação com aquelas situações nas

quais a relação linear não é adequada devido à existência de uma interpretação

f́ısica que relaciona os dados e parâmetros. Nesse caso, é necessário incorporar

relações mais elaboradas, apesar da complexidade resultante dessas suposições.

Tais situações têm motivado o desenvolvimento de modelos mais complexos, como

por exemplo, os modelos mistos não lineares (MMNLs) e os modelos mistos não

lineares semiparamétricos (MMNLSs). Os modelos MMNLs são uma extensão dos

modelos MMLs e têm sido explorados nos últimos anos devido à sua flexibilidade

para lidar com dados relacionados a medidas repetidas ou dados longitudinais em

situações nas quais o valor esperado da variável resposta é não linear tanto nos efei-

tos fixos quanto nos efeitos aleatórios. Nesse contexto, Lindstrom e Bates (1990)

propõem estimadores para os parâmetros combinando os estimadores de mı́nimos

quadrados para os modelos de efeitos fixos não lineares e os estimadores de máxima

verossimilhança para os modelos mistos lineares. Alternativamente, Vonesh e Car-

ter (1992) propõem um modelo MMNL em que os efeitos fixos são não lineares

enquanto os efeitos aleatórios são lineares, e propõem estimar os parâmetros do

modelo através de um procedimento de mı́nimos quadrados generalizados. Outros

trabalhos relacionados com os modelos MMNLs são apresentados, por exemplo, em

Pinheiro e Bates (1995), entre outros. Por sua parte, os modelos MMNLSs introdu-

zidos por Ke e Wang (2001) são uma extensão dos modelos MMNLs e dos modelos

mistos não paramétricos (MMNs) propostos por Wang (1998), e caracterizam-se

principalmente devido ao fato de que o valor esperado da variável resposta depende
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dos efeitos fixos e aleatórios, e da função não paramétrica, em forma não linear.

Eles aproximam a verossimilhança marginal e a verossimilhança penalizada base-

ados no método de Laplace, e utilizam suavização spline para modelar as funções

não paramétricas. Além disso, desenvolvem intervalos de confiança bayesianos

aproximados para as funções não paramétricas baseados em uma formulação baye-

siana do modelo MMNLS.

A terceira perspectiva de trabalho futuro que merece um destaque especial tem

relação com a inclusão do parâmetro de suavização como parte da análise de

diagnóstico de influência local (Thomas, 1991). Nesta tese, a inferência estat́ıstica

e a análise de influência local sob os modelos mistos aditivos semiparamétricos

eĺıpticos foi condicionada assumindo que os parâmetros de suavização são fixos.

Eventualmente, a análise de diagnóstico poderia apresentar algum grau de sensibili-

dade se são introduzidas algumas perturbações nos parâmetros de suavização. Por-

tanto, a busca de um esquema de perturbação que permita perturbar o parâmetro

de suavização e as covariáveis que contribuem de maneira não paramétrica sobre

a resposta, também deve ser investigada (Zhu et al., 2007).

Finalmente, uma quarta perspectiva de trabalho futuro é considerar o desenvol-

vimento de outros aspectos inferenciais sob esta classe de modelos, tais como o

desenvolvimento de testes de hipóteses e intervalos de confiança. Nesse contexto,

podemos propor, por exemplo, testes para os componentes de variância e testes

para avaliar a hipótese de linearidade das funções não paramétricas; veja, por

exemplo, Hardle et al. (1998), Pitrun et al. (2006), Bianco et al. (2006), Liang

(2006), e Lombardia e Sperlich (2008).
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Apêndice A

Matrizes de incidência e suavização

A.1 Construção das matrices

Apenas para ilustrar a forma de construir uma matriz de incidência a partir de

um conjunto dados, consideremos o modelo de regressão não paramétrico clássico

yi = f(ti) + ǫi ,

em que os valores da covariável ti (i = 1, . . . , 9) são apresentados na Tabela A.1.

Tabela A.1: Descrição dos valores da variável ti para o modelo de regressão não
paramétrcio clássico.

i ti g t0
g

1 0,63 1 0,63
2 0,63 2 0,65
3 0,63 3 0,66
4 0,65 4 0,69
5 0,65 5 0,71
6 0,66
7 0,69
8 0,71
9 0,71
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Escrevendo o modelo em termos matriciais temos que

y = Nf + ǫ ,

em que y = (y1, . . . , y9)
T , ǫ = (ǫ1, . . . , ǫ9)

T , f =
(
f(t0

1), . . . , f(t0
5)
)T

. Logo, os

elementos da matriz de incidência, N, são obtidos na forma

(1, 1) = I(t1 = t01) = 1

...

(1, 5) = I(t1 = t05) = 0

...

(9, 1) = I(t9 = t01) = 0

...

(9, 5) = I(t9 = t05) = 1 .

Nessas condições, a matriz de incidência (9 × 5) assume a forma

N =




1 0 0 0 0

1 0 0 0 0

1 0 0 0 0

0 1 0 0 0

0 1 0 0 0

0 0 1 0 0

0 0 0 1 0

0 0 0 0 1

0 0 0 0 1




.

Além disso, temos que as matrizes Q (5× 3) e R (3× 3) são, respectivamente,
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dadas por

Q =




50 0 0

−150 100 0

100 −133, 3333 33, 3333

0 33, 3333 −83, 3333

0 0 50




e R =




0, 01 0, 0017 0

0, 0017 0, 0133 0, 005

0 0, 005 0


 .

Dessa forma, a matriz de suavização K é obtida calculando

K = QR−1QT .

A.2 Programas em linguagem MATLAB

Cálculo da matriz N

———————————————————————————————-

for i = 1 : n

for j = 1 : r

if t(i) == t0(j)

N(i, j) = 1;

elseif t(i) = t0(j)

N(i, j)=0;

end

end

end

———————————————————————————————-

Cálculo da matriz Q

———————————————————————————————-

for i = 1 : (r − 1)

h(i) = t0(i+ 1)-t0(i);
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end

for i = 1 : r

for j = 2 : (r − 1)

if abs (i− j) < 2

q(j − 1, j) = h−1(j − 1);

q(j, j) = -h−1(j − 1)-h−1(j);

q(j + 1, j) = h−1(j);

elseif abs (i− j) >= 2

q(i, j) = 0;

end

end

end

Q = Q(1 : r, 2 : (r − 1))

———————————————————————————————-

Cálculo da matriz R

———————————————————————————————-

for i = 2 : (r − 2)

for j = 2 : (r − 2)

if abs (i− j) < 2

r(i, i) = (1/3) ∗ (h(i− 1) + h(i));

r(i, i+ 1) = (1/6) ∗ h(i);
r(i+ 1, i) = (1/6) ∗ h(i);
elseif abs (i− j) >= 2

r(i, j) = 0;

end

end

end

R = R(2 : (r − 1), 2 : (r − 1));

K=Q*inv(R)*Q’;
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Apêndice B

Prova de alguns resultados

Neste apêndice apresentamos as provas de alguns dos principais resultados relacio-

nados com os modelos mistos aditivos semiparamétricos eĺıpticos. Especificamente,

provamos que (a) yi possui uma distribuição marginal eĺıptica e que (b) bi |yi tem

uma distribuição condicional eĺıptica.

B.1 Prova de (2.12)

Consideremos a distribuição conjunta




yi

bi

ǫi


 ∼ Eℓm∗

i








Xiβ +
∑s

k=1 Nkifk

0

0


 ,




ZiDZT
i + Vi ZiD Vi

DZT
i D 0

Vi 0 Vi








,

em que m∗
i = mi + q +mi. Além disso, consideremos a seguinte partição:

vi =

(
y

(1)
i

y
(2)
i

)
, y

(1)
i = yi , y

(2)
i =

(
bi

ǫi

)
,

ηi =

(
µ

(1)
i

µ
(2)
i

)
, µ

(1)
i = Xiβ +

s∑

k=1

Nkifk , µ
(2)
i =

(
0

0

)
,
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e

Γi =

(
Γi11 Γi12

ΓT
i12 Γi22

)
,

em que

Γi11 = ZiDZT
i + Vi , Γi12 =

(
ZiD Vi

)
e Γi22 =

(
D 0

0 Vi

)
.

De acordo com a Propriedade 1.4.3,

δ + BTvi ∼ Eℓm∗

i

(
δ + BT ηi,B

TΓiB
)
. (B.1)

Para BT = (Imi
0) ∈ Rmi×m∗

i e δ = 0 ∈ Rmi , em que Imi
é uma matriz

identidade (mi ×mi) e 0 é uma matriz nula (mi × qi), com qi = mi + q, temos que

δ + BTvi = yi

δ + BTηi = µi

BTΓiB = Γi11 .

Daqui segue que yi ∼ Eℓmi
(µi,Γi11). ◭

B.2 Prova de (3.30)

Consideremos, agora, a distribuição conjunta

(
yi

bi

)
∼ Eℓ(mi+q)

{(
Xiβ +

∑s
k=1 Nkifk

0

)
,

(
ZiDZT

i + Vi ZiD

DZT
i D

)}
.

Além disso, consideremos a seguinte partição:

vi =

(
y

(1)
i

y
(2)
i

)
, y

(1)
i = yi , y

(2)
i = bi ,
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ηi =

(
µ

(1)
i

µ
(2)
i

)
, µ

(1)
i = Xiβ +

s∑

k=1

Nkifk , µ
(2)
i = 0 ,

e

Γi =

(
Γi11 Γi12

ΓT
i12 Γi22

)
,

em que

Γi11 = ZiDZT
i + Vi , Γi12 = ZiD e Γi22 = D .

De acordo com a Propriedade 1.4.4,

(y(2) | y(1)
0 ) ∼ Eℓq

(
µ2.1,Σ22.1

)
, (B.2)

em que

µ2.1 = µ
(2)
i + Γi21Γ

−1
11

(
y

(1)
0 − µ

(1)
i

)

= 0 + DZT
i Σ−1

i

(
y

(1)
0 − Xiβ −

s∑

k=1

Nkifk

)
e

Σ22.1 = Γi22 − Γi21Γ
−1
i11Γi12

= D − DZT
i Σ−1

i ZiD ,

com Σi = ZiDZT
i + Vi. Daqui segue que bi |yi ∼ Eℓq

(
µ2.1,Σ22.1

)
. ◭
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Apêndice C

Derivadas da log-verossimilhança penalizada

Neste apêndice apresentamos os cálculos das derivadas de primeira e segunda or-

dem do logaritmo da função de verossimilhança penalizada do modelo misto aditivo

semiparamétrico eĺıptico. Esses cálculos envolvem alguns resultados sobre álgebra

e diferenciação de matrizes que podem ser encontrados, por exemplo, em Magnus

e Neudecker (1988).

C.1 Derivadas de primeiro ordem

No modelo misto aditivo semiparamétrico eĺıptico (2.12) o logaritmo da função

de verossimilhança penalizada é dado por

Lp(θ,α) =

n∑

i=1

Lpi
(θ,α) , (C.1)

em que

Lpi
(θ,α) = Li(θ) − 1

2n

s∑

k=1

αkf
T
k Kkfk , (C.2)

com Li(θ) definida pela equação (3.2) e θ = (βT , fT
1 , . . . , f

T
s ,λ

T ,γT )T . Usando

resultados de diferenciação de matrizes temos que,

∂Lp(θ,α)

∂θ
=

n∑

i=1

∂Lpi
(θ,α)

∂θ
. (C.3)
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Com efeito, derivando (C.2) com relação a β e fk, temos que

∂Lpi(θ,α)

∂β
=

∂Li(θ)

∂β
(C.4)

=
∂ log g(δi)

∂β

=
g′(δi)

g(δi)

∂ εT
i

∂β

∂
[
εT

i Σ−1
i εi

]

∂ εi

= v(δi) XT
i Σ−1

i εi

e

∂Lpi(θ,α)

∂ fk
=

∂Li(θ)

∂ fk
− αk

2n

∂
[
fT
k Kkfk

]

∂ fk
(C.5)

=
∂ log g(δi)

∂ fk
− αk

n
Kkfk

=
g′(δi)

g(δi)

∂ εT
i

∂ fk

∂
[
εT

i Σ−1
i εi

]

∂ εi
− αk

n
Kkfk

= v(δi) NT
kiΣ

−1
i εi −

αk

n
Kkfk , k = 1, . . . , s ,

em que εi = yi − Xiβ −∑s
k=1 Nkifk e v(δi) = −2Wg(δi), com Wg(δi) = g′(δi)

g(δi)
.

Usando a notação Σ̇i(ℓ) = ∂Σi/∂λℓ e Σ̇i() = ∂Σi/∂γ, e derivando (C.1) com

relação a λ e γ obtemos que

∂Lpi(θ,α)

∂λℓ
=

∂Li(θ)

∂λℓ
(C.6)

= −1

2

∂ log |Σi|
∂λℓ

+
∂ log g(δi)

∂λℓ

= −1

2
tr
{
Σ−1

i Σ̇i(ℓ)
}

+Wg(δi) εT
i

∂Σ−1
i

∂λℓ
εi

= −1

2
tr
{
Σ−1

i Σ̇i(ℓ)
}
−Wg(δi) εT

i Σ−1
i

∂Σi

∂λℓ
Σ−1

i εi

= −1

2

[
tr
{
Σ−1

i Σ̇i(ℓ)
}
− v(δi) εT

i Σ−1
i Σ̇i(ℓ) Σ−1

i εi

]
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e

∂Lpi(θ,α)

∂γ
=

∂Li(θ)

∂γ
(C.7)

= −1

2

∂ log |Σi|
∂γ

+
∂ log g(δi)

∂γ

= −1

2
tr
{
Σ−1

i Σ̇i()
}

+Wg(δi) εT
i

∂Σ−1
i

∂γ
εi

= −1

2
tr
{
Σ−1

i Σ̇i()
}
−Wg(δi) εT

i Σ−1
i

∂Σi

∂γ
Σ−1

i εi

= −1

2

[
tr
{
Σ−1

i Σ̇i()
}
− v(δi) εT

i Σ−1
i Σ̇i() Σ−1

i εi

]
,

para ℓ = 1, . . . , dλ e  = 1, . . . , dγ.

C.2 Derivadas de segunda ordem

Usando resultados de diferenciação de matrizes temos que a matriz de segundas

derivadas em relação a θ é dada por

∂Lp(θ,α)

∂θ∂θT
=

n∑

i=1

∂Lpi
(θ,α)

∂θ∂θT
. (C.8)

Usando a notação Ḋ(ℓ) = ∂D/∂λℓ e V̇i() = ∂Vi/∂γ, e derivando (C.4)

com relação a β, fk, λ e γ, respectivamente, temos que as matrizes de segundas

derivadas parciais são dadas por

∂2Lpi(θ,α)

∂β∂βT
=

∂
[
v(δi) XT

i Σ−1
i εi

]

∂βT

= XT
i Σ−1

i

[
εi
∂ v(δi)

∂βT
+ v(δi)

∂ εi

∂βT

]

= XT
i Σ−1

i

[
− 2 v′(δi) εi ε

T
i Σ−1

i Xi − v(δi) Xi

]

= 2XT
i Σ−1

i

[
2W ′

g(δi) εi ε
T
i +Wg(δi) Σi

]
Σ−1

i Xi ,
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∂2Lpi(θ,α)

∂β∂ fT
k

=
∂
[
v(δi) XT

i Σ−1
i εi

]

∂ fT
k

= XT
i Σ−1

i

[
εi
∂ v(δi)

∂ fT
k

+ v(δi)
∂ εi

∂ fT
k

]

= XT
i Σ−1

i

[
− 2 v′(δi) εi ε

T
i Σ−1

i Nki − v(δi) Nki

]

= 2XT
i Σ−1

i

[
2W ′

g(δi) εi ε
T
i +Wg(δi) Σi

]
Σ−1

i Nki , k = 1, . . . , s ,

∂2Lpi(θ,α)

∂β∂ λℓ
=

∂
[
v(δi) XT

i Σ−1
i εi

]

∂ λℓ

= −2XT
i

[
Σ−1

i

∂ Wg(δi)

∂ λℓ
+Wg(δi)

∂Σ−1
i

∂ λℓ

]
εi

= −2XT
i

[
−W ′

g(δi)Σ
−1
i εi ε

T
i Σ−1

i Zi Ḋ(ℓ)ZT
i Σ−1

i

−Wg(δi)Σ
−1
i Zi Ḋ(ℓ)ZT

i Σ−1
i

]
εi

= 2XT
i Σ−1

i

[
W ′

g(δi)εi ε
T
i +Wg(δi)Σi

]
Σ−1

i Zi Ḋ(ℓ)ZT
i εi, ℓ = 1, . . . , dλ ,

e

∂2Lpi(θ,α)

∂β∂ γ
=

∂
[
v(δi) XT

i Σ−1
i εi

]

∂ γ

= −2XT
i

[
Σ−1

i

∂ Wg(δi)

∂ γ
+Wg(δi)

∂Σ−1
i

∂ γ

]
εi

= −2XT
i

[
−W ′

g(δi)Σ
−1
i εi ε

T
i Σ−1

i V̇i()Σ
−1
i

−Wg(δi)Σ
−1
i V̇i()Σ

−1
i

]
εi

= 2XT
i Σ−1

i

[
W ′

g(δi)εi ε
T
i +Wg(δi)Σi

]
Σ−1

i V̇i()εi ,  = 1, . . . , dγ .

Da mesma maneira, derivando (C.5) com relação a fk, λ e γ, respectivamente,

temos que as matrizes de segundas derivadas parciais, para k, k′ = 1, . . . , s, ℓ =

1, . . . , dλ e  = 1, . . . , dγ, são dadas por
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∂2Lpi(θ,α)

∂ fk∂ fT
k′

=





2NT
kiΣ

−1
i

[
2W ′

g(δi) εi ε
T
i +Wg(δi) Σi

]
Σ−1

i Nki − αk
n Kk k = k

′

2NT
kiΣ

−1
i

[
2W ′

g(δi) εi ε
T
i +Wg(δi) Σi

]
Σ−1

i Nk′i k 6= k
′

.

∂2Lpi(θ,α)

∂ fk∂ λℓ
=

∂
[
v(δi) NT

kiΣ
−1
i εi

]

∂ λℓ

= −2NT
ki

[
Σ−1

i

∂ Wg(δi)

∂ λℓ
+Wg(δi)

∂Σ−1
i

∂ λℓ

]
εi

= −2NT
ki

[
−W ′

g(δi)Σ
−1
i εi ε

T
i Σ−1

i Zi Ḋ(ℓ)ZT
i Σ−1

i

−Wg(δi)Σ
−1
i Zi Ḋ(ℓ)ZT

i Σ−1
i

]
εi

= 2NT
kiΣ

−1
i

[
W ′

g(δi)εi ε
T
i +Wg(δi)Σi

]
Σ−1

i Zi Ḋ(ℓ)ZT
i εi ,

e

∂2Lpi(θ,α)

∂ fk∂ γ
=

∂
[
v(δi) NT

kiΣ
−1
i εi

]

∂ γ

= −2NT
ki

[
Σ−1

i

∂ Wg(δi)

∂ γ
+Wg(δi)

∂Σ−1
i

∂ γ

]
εi

= −2NT
ki

[
−W ′

g(δi)Σ
−1
i εi ε

T
i Σ−1

i V̇i()Σ
−1
i

−Wg(δi)Σ
−1
i V̇i()Σ

−1
i

]
εi

= 2NT
kiΣ

−1
i

[
W ′

g(δi)εi ε
T
i +Wg(δi)Σi

]
Σ−1

i V̇i()εi .

Usando a notação D̈(ℓ∗, ℓ) = ∂2D/∂λℓ∗∂λℓ e V̈i(
∗, ) = ∂2Vi/∂γ∗∂γ, e

derivando (C.6) e (C.7) com relação a λ e γ, respectivamente, obtemos, para

ℓ, ℓ∗ = 1, . . . , dλ e , ∗ = 1, . . . , dγ,
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∂2Lpi(θ,α)

∂ λℓ∗∂ λℓ
= −1

2

∂
[
tr
{
Σ−1

i Zi Ḋ(ℓ)ZT
i

}
− v(δi) εT

i Σ−1
i Zi Ḋ(ℓ)ZT

i Σ−1
i εi

]

∂λℓ∗

= −1

2

∂
[
tr
{
Σ−1

i Zi Ḋ(ℓ)ZT
i

}]

∂λℓ∗
−
∂
[
Wg(δi) εT

i Σ−1
i Zi Ḋ(ℓ)ZT

i Σ−1
i εi

]

∂λℓ∗

=
1

2
tr Σ−1

i Zi

{
Ḋ(ℓ∗)ZT

i Σ−1
i Zi Ḋ(ℓ) − D̈(ℓ∗, ℓ)

}
ZT

i

+ εT
i Σ−1

i Zi

[
W ′

g(δi)Ḋ(ℓ∗)ZT
i Σ−1

i εi ε
T
i Σ−1

i ZiḊ(ℓ) −Wg(δi)Ḋ(ℓ∗, ℓ)

+ Wg(δi)Ḋ(ℓ∗)ZT
i Σ−1

i Zi Ḋ(ℓ) +Wg(δi)Ḋ(ℓ)ZT
i Σ−1

i Zi Ḋ(ℓ∗)
]
ZT

i Σ−1
i εi

∂2Lpi(θ,α)

∂ γ∗∂ γ
= −1

2

∂
[
tr
{
Σ−1

i V̇i()
}
− v(δi) εT

i Σ−1
i V̇i()Σ

−1
i εi

]

∂γ∗

= −1

2

∂
[
tr
{
Σ−1

i V̇i()
}]

∂γ∗
−
∂
[
Wg(δi) εT

i Σ−1
i V̇i()Σ

−1
i εi

]

∂γ∗

=
1

2
tr Σ−1

i

{
V̇i(

∗)Σ−1
i V̇i() − V̈i(

∗, )
}

+ εT
i Σ−1

i

[
W ′

g(δi)V̇i(
∗)Σ−1

i εi ε
T
i Σ−1

i V̇i() −Wg(δi)V̇i(
∗, )

+ Wg(δi)V̇i(
∗)Σ−1

i V̇i() +Wg(δi)V̇i()Σ
−1
i V̇i(

∗)
]
Σ−1

i εi .

Finalmente, derivando (C.6) com relação a γ, obtemos, para ℓ = 1, . . . , dλ e

 = 1, . . . , dγ,

∂2Lpi(θ,α)

∂ γ ∂λℓ
= −1

2

∂
[
tr
{
Σ−1

i Zi Ḋ(ℓ)ZT
i

}
− v(δi) εT

i Σ−1
i Zi Ḋ(ℓ)ZT

i Σ−1
i εi

]

∂γ

= −1

2

∂
[
tr
{
Σ−1

i Zi Ḋ(ℓ)ZT
i

}]

∂γ
−
∂
[
Wg(δi) εT

i Σ−1
i Zi Ḋ(ℓ)ZT

i Σ−1
i εi

]

∂γ

=
1

2
tr
{
Σ̂

−1

i V̇i()Σ
−1
i Zi Ḋ(ℓ)ZT

i

}

+ εT
i Σ−1

i

[
W ′

g(δi)V̇i()Σ
−1
i εi ε

T
i Σ−1

i Zi Ḋ(ℓ)ZT
i

+ Wg(δi)V̇i()Σ
−1
i Zi Ḋ(ℓ)ZT

i +Wg(δi)Zi Ḋ(ℓ)ZT
i Σ−1

i V̇i()
]
Σ−1

i εi .
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C.3 Matriz de informação de Fisher penalizada

Nesta seção mostramos como obter a matriz de informação de Fisher penalizada

sob o modelo misto aditivo semiparamétrico eĺıptico, apresentada na Seção 3.15. A

seguir, apresentamos alguns resultados prévios necessários para obter essa matriz.

Tais resultados podem ser encontrados, por exemplo, em Lange et al. (1989) e

Fang et al. (1999). Fazendo

δi = εT
i Σ−1

i εi

= εT
i Σ

−1/2
i Σ

−1/2
i εi

= PT
i Pi

= ‖Pi‖2 , (C.9)

em que Pi = Σ
−1/2
i εi, temos que

E
(
Wg(δi)‖Pi‖2

)
= −mi

2
,

E
(
W 2

g (δi) ‖Pi‖2
)

= dgi
,

E
(
W 2

g (δi) ‖Pi‖4
)

= fgi
,

E

(
PT

i

‖Pi‖
C

Pi

‖Pi‖

∣∣∣∣∣‖Pi‖
)

=
1

h
tr{C} e

E

(
PT

i

‖Pi‖
C

Pi

‖Pi‖
PT

i

‖Pi‖
E

Pi

‖Pi‖

∣∣∣∣∣‖Pi‖
)

=
1

h(h+ 2)

(
2tr{CE} +

tr{C}tr{E}
)
,

em que C e E são matrizes (h× h).
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C.3.1 Prova de (3.18)

De (C.4) e (C.9) temos que

∂Lpi
(θ,α)

∂β
=

∂Lpi
(θ)

∂β

= −2Wg(δi) XT
i Σ

−1/2
i Σ

−1/2
i εi

= −2Wg(δi) XT
i Σ

−1/2
i Pi ,

e, consequentemente,

∂Lpi
(θ,α)

∂β
=

∂Lpi
(θ)

∂β

= −2Wg(δi) x∗T

i Σ
−1/2
i Pi ,

em que x∗T

i denota a -ésima coluna da matriz de planejamento Xi. A partição

da matriz de informação de Fisher penalizada referente a β e βℓ (, ℓ = 1, . . . , p)

para o i-ésimo grupo é dada por

I
ββℓ
pi

(θ) = E

(
− ∂2Lpi

(θ,α)

∂β∂βℓ

)

= E

(
− ∂2Lpi

(θ)

∂β∂βℓ

)

= E

(
∂Lpi

(θ)

∂β

∂Lpi
(θ)

∂βℓ

)

= E

{
E

(
∂Lpi

(θ)

∂β

∂Lpi
(θ)

∂βℓ

∣∣∣∣∣‖Pi‖
)}

,

em que
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∂Lpi
(θ)

∂β

∂Lpi
(θ)

∂βℓ
=

(
− 2Wg(δi) x∗T

i Σ
−1/2
i Pi

)(
− 2Wg(δi) x∗T

iℓ Σ
−1/2
i Pi

)

= 4W 2
g (δi) PT

i Σ
−1/2
i x∗

ix
∗T

iℓ Σ
−1/2
i Pi

= 4W 2
g (δi) ‖Pi‖2 PT

i

‖Pi‖
Σ

−1/2
i x∗

ix
∗T

iℓ Σ
−1/2
i

Pi

‖Pi‖

e

E

(
∂Lpi

(θ)

∂β

∂Lpi
(θ)

∂βℓ

∣∣∣∣∣‖Pi‖
)

= E

{
4W 2

g (δi) ‖Pi‖2 ×

E

(
PT

i

‖Pi‖
Σ

−1/2
i x∗

ix
∗T

iℓ Σ
−1/2
i

Pi

‖Pi‖

)∣∣∣∣∣‖Pi‖
}

= E

(
4W 2

g (δi) ‖Pi‖2 1

mi
tr
{
Σ

−1/2
i x∗

ix
∗T

iℓ Σ
−1/2
i

})

=
1

mi

tr
{
x∗T

iℓ Σ
−1/2
i Σ

−1/2
i x∗

i

}
E
(
4W 2

g (δi) ‖Pi‖2
)

=
4

mi

x∗T

iℓ Σ−1
i x∗

iE
(
W 2

g (δi) ‖Pi‖2
)

=
4dgi

mi
x∗T

iℓ Σ−1
i x∗

i .

Assim,

I
ββℓ
pi

(θ) =
4dgi

mi
x∗T

iℓ Σ−1
i x∗

i , (C.10)

e, portanto, a matriz de informação de Fisher penalizada referente a β será dada

por

I
ββ
p (θ) =

n∑

i=1

4dgi

mi

XT
i Σ−1

i Xi . (C.11)
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C.3.2 Prova de (3.19)

De (C.4) temos que

∂2Lpi
(θ,α)

∂β∂fT
k

=
∂

∂fT
k

[
∂Lpi

(θ)

∂β

]

=
∂2Lpi

(θ)

∂βfT
k

,

e, consequentemente,

∂2Lpi
(θ,α)

∂β∂ζkℓ

=
∂2Lpi

(θ)

∂β∂ζkℓ

.

A partição da matriz de informação de Fisher penalizada referente a β e ζkℓ

( = 1, . . . , p , ℓ = 1, . . . , rk e k = 1, . . . , s) para o i-ésimo grupo é dada por

I
βζkℓ
pi

(θ) = E

(
− ∂2Lpi

(θ,α)

∂β∂ζkℓ

)

= E

(
− ∂2Lpi

(θ)

∂β∂ζkℓ

)

= E

(
∂Lpi

(θ)

∂β

∂Lpi
(θ)

∂ζkℓ

)

= E

{
E

(
∂Lpi

(θ)

∂β

∂Lpi
(θ)

∂ζkℓ

∣∣∣∣∣‖Pi‖
)}

,

em que

∂Lpi
(θ)

∂β

∂Lpi
(θ)

∂ζkℓ

=
(
− 2Wg(δi) x∗T

i Σ
−1/2
i Pi

)(
− 2Wg(δi) n∗T

kiℓΣ
−1/2
i Pi

)

=
(
− 2Wg(δi) n∗T

kiℓΣ
−1/2
i Pi

)(
− 2Wg(δi) x∗T

i Σ
−1/2
i Pi

)

= 4W 2
g (δi) PT

i Σ
−1/2
i n∗

kiℓx
∗T

i Σ
−1/2
i Pi

= 4W 2
g (δi) ‖Pi‖2 PT

i

‖Pi‖
Σ

−1/2
i n∗

kiℓx
∗T

i Σ
−1/2
i

Pi

‖Pi‖
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e

E

(
∂Lpi

(θ)

∂β

∂Lpi
(θ)

∂ζkℓ

∣∣∣∣∣‖Pi‖
)

= E

{
4W 2

g (δi) ‖Pi‖2 ×

E

(
PT

i

‖Pi‖
Σ

−1/2
i n∗

kiℓx
∗T

i Σ
−1/2
i

Pi

‖Pi‖

)∣∣∣∣∣‖Pi‖
}

= E

(
4W 2

g (δi) ‖Pi‖2 1

mi
tr
{
Σ

−1/2
i n∗

kiℓx
∗T

i Σ
−1/2
i

})

=
1

mi
tr
{
x∗T

i Σ
−1/2
i Σ

−1/2
i n∗

kiℓ

}
E
(
4W 2

g (δi) ‖Pi‖2
)

=
4

mi
x∗T

i Σ−1
i n∗

kiℓE
(
W 2

g (δi) ‖Pi‖2
)

=
4dgi

mi
x∗T

i Σ−1
i n∗

kiℓ ,

em que n∗T

kiℓ corresponde a ℓ-ésima coluna da matriz de incidência Nki. Assim,

I
βζkℓ
pi

(θ) =
4dgi

mi
x∗T

i Σ−1
i n∗

kiℓ , (C.12)

e, portanto, a matriz de informação de Fisher penalizada referente a β e fk será

dada por

I
βfk
p (θ) =

n∑

i=1

4dgi

mi
XT

i Σ−1
i Nki . (C.13)

C.3.3 Prova de (3.20)

Por simplicidade, consideremos a seguinte notação:

fk =




fk(t
0
k1

)
...

fk(t
0
krk

)


 =




ζk1

...

ζkrk


 , k, k′ = 1, . . . , s .

Caso para k = k′
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De (C.5) e (C.9) temos que

∂Lpi
(θ,α)

∂fk
=

∂Lpi
(θ)

∂fk
− αk

n

∂
(
fT
k Kkfk

)

∂fk

= −2Wg(δi) NT
kiΣ

−1/2
i Σ

−1/2
i εi −

αk

n

∂
(
fT
k Kkfk

)

∂fk

= −2Wg(δi) NT
kiΣ

−1/2
i Pi −

αk

n

∂
(
fT
k Kkfk

)

∂fk
,

e, portanto,

∂Lpi
(θ,α)

∂ζk

=
∂Lpi

(θ)

∂ζk

− αk

n

∂
(
fT
k Kkfk

)
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∂
(
fT
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)

∂ζk

,

em que n∗T

ki corresponde a -ésima coluna da matriz de incidência Nki. Daqui segue

que

∂2Lpi
(θ,α)

∂ζk∂ζkℓ

=
∂2Lpi

(θ)

∂ζk∂ζkℓ

− αk

n

∂2
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k Kkfk

)

∂ζk∂ζkℓ

.

Logo, a partição da matriz de informação de Fisher penalizada referente a ζk e ζkℓ

(, ℓ = 1, . . . , rk e k = 1, . . . , s) para o i-ésimo grupo é dada por

I
ζkζkℓ
pi

(θ) = E

(
− ∂2Lpi

(θ)

∂ζk∂ζkℓ

)
+
αk

n

∂2
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)
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+
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)
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,
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em que

∂Lpi
(θ)

∂ζk

∂Lpi
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=
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kiΣ
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=
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n∗T

kiℓΣ
−1
i n∗

ki .

Assim,

I
ζkζkℓ
pi

(θ) =
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mi
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kiℓΣ
−1
i n∗

ki +
αk

n
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(
fT
k Kkfk
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, (C.14)

e, portanto, a matriz de informação de Fisher penalizada referente a fk será dada

por

I
fkfk
p (θ) =

n∑

i=1

4dgi

mi
NT

kiΣ
−1
i Nki + αkKk . (C.15)

Caso para k 6= k′
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Neste caso, devemos notar que (k, k′ = 1, . . . , s)

∂2Lpi
(θ,α)

∂fk∂fT
k′

=
∂2Lpi

(θ)

∂fk∂fT
k′

e

∂2Lpi
(θ,α)

∂ζk∂ζk′

ℓ

=
∂2Lpi

(θ)

∂ζk∂ζk′

ℓ

.

De aqui segue que

E

(
− ∂2Lpi

(θ,α)

∂ζk∂ζk′

ℓ

)
= E

(
− ∂2Lpi

(θ)

∂ζk∂ζk′

ℓ

)
.

Logo, o procedimento para obter a partição da matriz de informação de Fisher

penalizada referente a ζk e ζk′

ℓ
(, ℓ = 1, . . . , rk e k = 1, . . . , s) para o i-ésimo

grupo, isto é, I
ζkζk′

ℓ
pi

(θ), é análogo ao procedimento descrito para o caso k = k′.

A partir desse resultado, podemos obter diretamente I
fkfk′
p (θ).

C.3.4 Prova de (3.22) e (3.23)

Seja τ = (λT ,γT )T = (τ1, τ2, . . . , τd∗)
T , com d∗ = dλ + dγ. De (C.7) e (C.9)
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∂τ
=
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2
tr
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2
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i Σ̇i() Σ
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i Pi .

Daqui segue que

∂2Lpi
(θ,α)

∂τ∂τℓ
=

∂2Lpi
(θ)

∂τ∂τℓ
.
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Logo, a partição da matriz de informação de Fisher penalizada referente a τ e τℓ

(, ℓ = 1, . . . , d∗) para o i-ésimo grupo é dada por
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em que

∂Lpi
(θ)

∂τ

∂Lpi
(θ)

∂τℓ
=

1

4
tr
{
Σ−1

i Σ̇i()
}
tr
{
Σ−1

i Σ̇i(ℓ)
}

+
1

2
tr
{
Σ−1

i Σ̇i()
}
Wg(δi)P

T
i Σ

−1/2
i Σ̇i(ℓ)Σ

−1/2
i Pi

+
1

2
tr
{
Σ−1

i Σ̇i(ℓ)
}
Wg(δi)P

T
i Σ

−1/2
i Σ̇i()Σ

−1/2
i Pi

+W 2
g (δi)P

T
i Σ

−1/2
i Σ̇i()Σ

−1/2
i PiP

T
i Σ

−1/2
i Σ̇i(ℓ)Σ

−1/2
i Pi

= A1 + A2 + A3 + A4 ,

E
(
A1

∣∣‖Pi‖
)

=
1

4
tr
{
Σ−1

i Σ̇i()
}
tr
{
Σ−1

i Σ̇i(ℓ)
}

=
biℓ
4
,

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



167
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Finalmente,
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Logo, após algumas manipulações de álgebra, obtemos que
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C.3.5 Prova de (3.22) e (3.23)

A partir de
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Da mesma maneira podemos obter que

I
ζkτℓ
pi

(θ) = E

(
− ∂2Lpi
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. (C.16)
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Apêndice D

Dados de fosfato

Tabela D.1: Medições de fosfato inorgânico no plasma obtidas a partir de amostras
de sangue de 20 pacientes obesos, registradas após da aplicação oral de uma dose
de glucose padrão (mg/dd).

Tempo (em horas)
Paciente 0 0.5 1 1.5 2 3 4 5

1 4,3 3,3 3 2,6 2,2 2,5 2,4 3,4
2 5 4,9 4,1 3,7 3,7 4,1 4,7 4,9
3 4,6 4,4 3,9 3,9 3,7 4,2 4,8 5
4 4,3 3,9 3,1 3,1 3,1 3,1 3,6 4
5 3,1 3,1 3,3 2,6 2,6 1,9 2,3 2,7
6 4,8 5 2,9 2,8 2,2 3,1 3,5 3,6
7 3,7 3,1 3,3 2,8 2,9 3,6 4,3 4,4
8 5,4 4,7 3,9 4,1 2,8 3,7 3,5 3,7
9 3 2,5 2,3 2,2 2,1 2,6 3,2 3,5
10 4,9 5 4,1 3,7 3,7 4,1 4,7 4,9
11 4,8 4,3 4,7 4,6 4,7 3,7 3,6 3,9
12 4,4 4,2 4,2 3,4 3,5 3,4 3,9 4
13 4,9 4,3 4 4 3,3 4,1 4,2 4,3
14 5,1 4,1 4,6 4,1 3,4 4,2 4,4 4,9
15 4,8 4,6 4,6 4,4 4,1 4 3,8 3,8
16 4,2 3,5 3,8 3,6 3,3 3,1 3,5 3,9
17 6,6 6,1 5,2 4,1 4,3 3,8 4,2 4,8
18 3,6 3,4 3,1 2,8 2,1 2,4 2,5 3,5
19 4,5 4 3,7 3,3 2,4 2,3 3,1 3,3
20 4,6 4,4 3,8 3,8 3,8 3,6 3,8 3,8
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Apêndice E

Dados pressão ocular

Tabela E.1: Medições da pressão ocular do olho esquerdo de 20 pacientes
registradas em intervalos de tempo de três horas.

Tempo (em horas)
Paciente 6 9 12 15 18 21 24

1 22 18 17 15 17 18 16
2 20 18 19 17 16 18 14
3 22 25 21 29 27 21 19
4 20 23 23 18 24 18 19
5 24 24 21 24 21 17 17
6 21 18 19 17 18 17 16
7 22 20 20 22 22 18 19
8 28 22 19 19 20 20 23
9 15 18 16 16 18 15 17
10 25 19 22 20 20 18 20
11 25 23 20 22 23 20 23
12 23 22 22 20 22 20 22
13 17 21 19 18 18 18 17
14 19 16 15 16 16 16 17
15 21 13 18 16 18 18 22
16 22 17 20 18 18 19 20
17 15 14 14 14 14 13 17
18 17 16 14 15 16 16 14
19 18 20 18 16 17 20 13
20 17 17 15 19 13 16 13
21 15 14 14 14 14 17 15
22 17 19 18 16 20 18 14
23 22 18 24 19 20 21 20
24 27 24 23 23 20 23 27
25 24 16 22 16 14 20 16
26 30 21 16 18 18 18 21
27 17 22 20 20 20 18 15
28 30 24 24 20 22 22 30
29 17 22 22 20 20 14 16
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tos Mistos. Tese de Doutorado, Departamento de Estat́ıstica, Universidade de
São Paulo.

[109] Osorio, F., Paula, G. A. e Galea, M. (2007). Assessment of local influence
in elliptical linear models with longitudinal struture. Computational Statistics
and Data Analysis, 51, 4354-4368.

[110] Opsomer, J. D. e Ruppert, D. (1999). A root-n consistent backfitting esti-
mator for semiparametric additive modeling. Journal of Computational and
Graphical Statistics, 8, 715-732.

[111] O’Sullivan, F., Yandell, B. e Raynor, W. (1986). Automatic smoothing of
regression functions in generalized linear models. Journal of the American
Statistical Association, Theory and Methods, 81, 96-103.

[112] Ouwens, M., Tan, F. e Berger, M. (2001). Local influence to detect influential
data structures for generalized linear mixed models. Biometrics, 57, 1166-
1172.

[113] Pan, J. X. e Fang, K.T. (2000). Growth Curve Models and Statistical Diag-
nostics. Springer, New York.

[114] Parise, H., Wand, M. P., Ruppert, D. e Ryan, L. (2001). Incorporation of
historical controls using semiparametric mixed models. Applied Statistics, 50,
31-42.

[115] Paula, G. A. (1993). Assessing local influence in restricted regression models.
Computational Statistics and Data Analysis, 16, 63-79.

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



181

[116] Paula, G. A. e Peres, C. A. (1988). Diagnostics for GLMs with linear
inequality parameter constraints. Communications in Statistics, Theory and
Methods, 17, 4205-4219.

[117] Pauler, Donna. K. (1998). The Schwarz criterion and related methods for
normal linear models. Biometrika, 85, 13-27.

[118] Peña, D. (2005). A new statistic for influence in linear regression. Journal of
the American Statistical Association, 47, 1-11.

[119] Pinheiro, J. e Bates, D. (1995). Approximations to the log-likelihood function
in the nonlinear mixed-effects model. Journal of Computational and Graphical
Statistics, 4, 12-35.

[120] Pinheiro, J. e Bates, D. (2000). Mixed-effects Models in S and S-PLUS.
Springer-Verlag, New York.

[121] Pinheiro, J., Liu, C. e Wu, Y. N. (2001). Efficient algorithms for robust
estimation in linear mixed-effects models using the multivariate t-distribution.
Journal of Computational and Graphical Statistics, 10, 249-276.

[122] Pitrun, I., King, M. L. e Zhang, X. (2006). Smoothing spline based tests for
non-linearity in a partially linear model. Journal of Statistical Planning and
inference, 136, 2446-2469.

[123] Polasek, W. (1984). Regression diagnostics for general linear regression
models. Journal of the American Statistical Association, 79, 336-340.

[124] Poon, W. e Poon, Y. S. (1999). Conformal normal curvature and assessment
of local influence. Journal of the Royal Statistical Society B, 61, 51-61.

[125] Reinsch, C. (1967). Smoothing by spline functions. Numerical Mathematical,
10, 177-183.

[126] Reinsel, G. (1984). Estimation and prediction in a multivariate random
effects generalized linear model. Journal of the Americam Statistical Asso-
ciation, 79, 406-414.

[127] Rice, J. (1986). Convergence rates for partially splines models. Statistics and
Probability Letters, 4, 203-2008.

[128] Richardson, A. M. (1997). Bounded influence estimation in the mixed linear
model. Journal of the American Statistical Association, 92, 154-161.

Germán Ibacache Pulgar Universidade de São Paulo, Brasil



182

[129] Rigby, R. e Stasinopoulos, D. (2005). Generalized additive models for loca-
tion, scale and shape. Applied Statistical, 54, 507-554.

[130] Robinson, P. (1988). Root n-consistent semiparametric regression. Econome-
tria, 56, 931-954.

[131] Rousseeuw, P. J. e Leroy, A. M. (1987). Robust Regression and Outliers
Detection. John Wiley, New York.

[132] Rubin, D. B. (1983). Iteratively Reweighted Least Squares. Encyclopedia of
the Statistical Sciences (Vol 4), John Wiley, New York.

[133] Savalli, C. (2006). Teste do Tipo Escore para componentes de Variância em
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