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Resumo

A classe de modelos de regressao beta tem sido estudada amplamente. Porém, para esta
classe de modelos existem poucos trabalhos sobre a inclusao de efeitos aleatérios e a flexibi-
lizacao da distribuicao dos efeitos aleatorios, além de métodos de predigao e de diagnostico
no ponto de vista dos efeitos aleatorios. Neste trabalho sao propostos modelos de regressao
beta com efeitos aleatérios normais e nao normais para dados longitudinais. Os métodos
de estimacao de parametros e de predicao dos efeitos aleatoérios usados no trabalho sao o
método de maxima verossimilhanca e o método do melhor preditor de Bayes empirico. Para
aproximar a funcao de verossimilhanca foi utilizada a quadratura de Gauss-Hermite. Méto-
dos de selecao de modelos e analise de residuos também foram propostos. Foi implementado
o pacote BLMM no R para a realizagao de todos os procedimentos. O processo de estimagao
dos parametros dos modelos e a distribuicao empirica dos residuos propostos foram anali-
sados por meio de estudos de simulagao. Foram consideradas varias distribuicoes para os
efeitos aleatorios, valores para o nimero de individuos, nimero de observagoes por individuo
e estruturas de varidncia-covariancia para os efeitos aleatorios. Os resultados dos estudos
de simulacao mostraram que o processo de estimacao obtém melhores resultados quando
o numero de individuos e o niimero de observagoes por individuo aumenta. Estes estudos
também mostraram que o residuo quantil aleatorizado segue uma distribuicao aproximada-
mente normal. A metodologia apresentada é uma ferramenta completa para analisar dados

longitudinais continuos que estao restritos ao intervalo limitado (0, 1).

Palavras-chave: Modelo de regressao beta, méxima verossimilhanca, modelos lineares mis-

tos, quadratura de Gauss-Hermite.
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Abstract

The class of beta regression models has been studied extensively. However, there are few
studies on the inclusion of random effects and models with flexible random effects distribu-
tions besides prediction and diagnostic methods. In this work we proposed a beta regression
models with normal and not normal random effects for longitudinal data. The maximum li-
kelihood method and the empirical Bayes approach are used to obtain the estimates and the
best prediction. Also, the Gauss-Hermite quadrature is used to approximate the likelihood
function. Model selection methods and residual analysis were also proposed. We implemented
a BLMM package in R to perform all procedures. The estimation procedure and the empirical
distribution of residuals were analyzed through simulation studies considering differents ran-
dom effects distributions, values for the number of individuals, number of observations per
individual and covariance structures for the random effects. The results of simulation studies
showed that the estimation procedure obtain better results when the number of individuals
and the number of observations per individual increase. These studies also showed that the
empirical distribution of the quantile randomized residual follows a normal distribution. The

methodolgy presented is a tool for analyzing longitudinal data restricted to a interval (0, 1).

Keywords: Beta regression model, Gauss-Hermite quadrature, linear mixed models, maxi-

mum likelihood.
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Capitulo 1

Introducao

Muitas pesquisas em satide ptublica, medicina e ciéncias sociais sao conduzidas por estu-
dos que coletam observagoes repetidas da variavel resposta ao longo do tempo. Esses tipos
de pesquisa sao referidos como estudos longitudinais e desempenham um papel fundamental
na analise de resultados na medida em que seja possivel caracterizar possiveis alteragoes nas

caracteristicas de um individuo, associando essas variagoes com um conjunto de fatores.

Segundo Fitzmaurice et al. (2009) existe uma grande quantidade de desafios na analise de
dados longitudinais. Por um lado, devido a sua natureza, as medig¢oes repetidas provenientes
de estudos longitudinais tém uma estrutura de correlacao cuja modelagem desempenha um
papel importante na analise desse tipo de dados. Por outro lado, a natureza da variavel
resposta pode ser continua ou discreta. Modelos lineares mistos (Laird e Ware (1982)) sao a
abordagem predominante para a analise de dados longitudinais quando a variavel resposta
tem distribui¢ao normal e desta forma uma outra modelagem deve ser estudada. No entanto,
em muitas aplicagoes a resposta é limitada pelos valores zero e um. Em outros cenarios, se-
gundo Zhang e Davidian (2001), os modelos mistos para dados longitudinais sob suposigoes
de normalidade nos efeitos aleatoérios nao sao suficientemente flexiveis para capturar ade-
quadamente a variacao entre individuos, assim, o estudo de outros tipos de distribui¢oes sao
necessarios. Este e muitos outros aspectos aumentam a complexidade da anélise de alguns
conjuntos de dados longitudinais e se faz necessario desenvolver metodologias estatisticas

apropriadas que permitam analisar esse tipo de dados medidos en escala continua.

Com o intuito de abordar a analise de dados longitudinais que assumem valores no in-
tervalo (a,b) desenvolvemos modelos de regressao beta com efeitos aleatérios normais e nao
normais a fim de considerar a heterogeneidade entre individuos num subconjunto de coe-
ficientes de regressao como o intercepto e a inclinagao aleatéria. Os modelos de regressao
beta com interceptos aleatérios normais pertencem a classe de modelos aditivos generaliza-
dos para posicao, escala e forma (GAMLSS) propostos por Righy e Stasinopoulos (2005).

A classe de modelos de regressao beta com efeitos fixos tem sido estudada amplamente
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por autores como Paolino (2001), Kieschnick e McCullough (2003), Ferrari e Cribari-Neto
(2004), Smithson e Verkuilen (2006), Venezuela (2008), Simas et al. (2010), entre outros.
Porém, existem poucas publicagoes, até hoje, sobre a inclusao de efeitos aleatérios na classe
de modelos beta e menos ainda considerando uma flexibilizacao da distribuicao dos efeitos
aleatorios (Figueroa-Zuniga et al. (2012)) e nenhum trabalho sobre a predi¢do dos efeitos

aleatorios, os métodos de selecao dos modelos e os diagnoésticos dos modelos.

E por isso que neste trabalho, além de descrever e desenvolver um método de estimagao
para os modelos de regressao beta com efeitos aleatérios normais e nao normais, realizamos a
predicao dos efeitos aleatorios, descrevemos um método de selecao dos modelos e propomos

residuos como uma ferramenta de diagnostico.

1.1 Organizacao do trabalho

A estrutura da tese é como segue. No Capitulo 2 é apresentada uma revisao de conceitos

e procedimentos relacionados com a pesquisa deste trabalho.

O modelo de regressao beta com intercepto aleatério normal considerando diferentes fun-
¢oes de ligacao é apresentado no Capitulo 3. Assumindo que as respostas dadas os efeitos
aleatorios seguem uma distribuicao beta derivamos a média, variancia, covariancia e cor-
relacao da distribui¢ao marginal do vetor de respostas observadas. Consideramos para a
estimacao dos parametros o método de méxima verossimilhanca. Usamos a quadratura de
Gauss-Hermite para aproximar o logaritmo da funcao de verossimilhanca. A partir desta
aproximacao calculamos as fungoes escore e a matriz de informagao observada associada aos
paradmetros do modelo. Também consideramos o problema de predicao dos efeitos aleatérios
e sugerimos usar a metodologia que considera o melhor preditor de Bayes empirico para

obter o preditor dos interceptos aleatoérios.

No Capitulo 4 sao apresentados os modelos de regressao beta com efeitos aleatérios nao
normais. Mostramos trés modelos particulares com efeitos aleatérios: log-gamma, ¢t-Student
e exponencial poténcia. Reformulamos a fun¢ao de verossimilhanca e usamos o método da
quadratura de Gauss-Hermite multidimensional para aproximar o logaritmo da funcao de
verossimilhanca. Usamos a metodologia que considera o preditor de Bayes empirico para
obter o melhor preditor dos interceptos aleatérios. O desempenho do processo de estimacao

¢é avaliado numericamente por meio da raiz do erro quadratico médio.

Os modelos de regressao beta com intercepto e inclinacao aleatérios e com distribuicoes
elipticas nos efeitos aleatérios sao apresentados no Capitulo 5. Além disso, diferentes estru-

turas de variancia-covariancia usadas para levar em conta a correlacao entre observacoes de
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um individuo ou grupo sao consideradas. Estudamos também o efeito destas estruturas nas
estimativas dos parametros de um modelo de regressao beta com efeitos aleatérios normais
bivariados por meio da raiz do erro quadratico médio e da distancia relativa entre o vetor

de parametros e o vetor de estimativas.

No Capitulo 6 propomos um método de selecao de modelos de regressao beta com efeitos
aleatorios e duas metodologias para selecionar os efeitos fixos e aleatérios. Também pro-
pomos quatro residuos e estudamos a distribuicao empirica deles considerando diferentes

distribui¢oes nos interceptos aleatorios.

Duas aplicagoes com dados reais que ilustram toda a metodologia proposta sao apresen-

tadas no Capitulo 7.

No Capitulo 8 descrevemos as fungoes do pacote BLMM implementado no R para reali-
zar todos os procedimentos de ajuste e selecao dos modelos de regressao beta apresentados.
Também descrevemos fungoes para imprimir o ajuste do modelo, obter o resumo de objetos

da classe blmmML e calcular os pontos e pesos da quadratura de Gauss-Hermite.

Finalmente, as conclusoes gerais sobre o trabalho aqui desenvolvido sao apresentadas no
Capitulo 9.
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Capitulo 2
Conceitos

Neste capitulo sao apresentados os principais topicos existentes na literatura relacionados
ao tema da tese com o intuito de fazer uma revisao que facilite a leitura dos capitulos
posteriores. Nas Segoes 2.1 e 2.2 realizamos uma breve revisao de dados longitudinais e do
modelo linear normal de efeitos mistos. O método da quadratura de Gauss-Hermite usado
na estimacao dos parametros dos modelos propostos é descrito na Secao 2.3. Finalmente, na

Secao 2.5 apresentamos as distribui¢oes usadas na formulac¢ao dos modelos.

2.1 Dados longitudinais

Nas ciéncias do comportamento, da satide e sociais, bem como na satude publica, ciéncias
biologicas e de agricultura, educacao e economia os pesquisaddores enfrentam-se com a co-
leta de dados correlacionados. Segundo Verbeke e Molenberghs (2009) usa-se esse termo em
um sentido genérico e entende-se que abrange observac¢oes multivariadas, dados agrupados,
medidas repetidas, dados longitudinais e dados espacialmente correlacionados. A caracte-
ristica essencial de um estudo com dados longitudinais é que os individuos sao observados

repetidamente ao longo do tempo.

Nos estudos com dados longitudinais N individuos sao observados em n;, j = 1,2,...,n,,

ocasioes do tempo quanto & variavel resposta y e a um conjunto de p varidveis explicati-
N

vas. O ntmero n; ¢ o nimero de observagoes no individuo ¢ e n = > n; é o namero de

observagoes total no estudo. O vetor de observagoes de y do individazoli é definido como
y.! = (i1, Yi2, - - -, Yin,), O conjunto completo de n observacdes é y' = (Y, Yq,-..,Yy), &
matriz de observagoes de dimensao n; X p de p variaveis explicativas do individuo 7 é X;
e a matriz de dimensao n X p que contém as informagoes das variaveis explicativas de to-
dos os individuos é X. A Tabela 2.1 apresenta um exemplo de uma estrutura de dados

longitudinais.
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Tabela 2.1: Estrutura de dados longitudinais

Individuo Tempo Variavel resposta Variaveis explicativas

1 1 Y11 T111 s T11p
1 2 Y12 T121 ce T12p
1 ny Y1n, Tin1 e Tinip
1 Y21 T211 ce Ta1p
2 2 Y22 T221 s Toop
2 na Yon, T2on,1 e T2nap
N 1 YN1 N1l TN1p
N 2 YN2 TNn21 TN2p
N ny YNny TNny1 "¢ TNnyp

Muitas analises de dados longitudinais baseiam-se num modelo de regressao linear da

forma

Yij = BiTij1 + Boxijo + ...+ BpTijp + eij = %T]ﬁ + €45,

em que i = 1,2,...,N, j =1,2,...,n5, B = (B1,...,B,)" é um vetor p-dimensional de
coeficientes de regressao desconhecidos e e;; ¢ uma variavel aleatoria com média zero que re-
presenta o desvio da resposta da previsao do modelo, a:ZT]B Em notacao matricial, a equacao

de regressao para o individuo ¢ pode ser escrita como
y, = X0+ e,

em que i = 1,2,..., N, X, é uma matriz de ordem (n; X p) com x;; na linha j e e, =

(62‘17 ceey €mi>—r.

2.2 Modelo linear normal de efeitos mistos

Nesta secao apresentamos a formulagao do modelo linear normal de efeitos mistos para

dados longitudinais e as abordagens marginal e condicional associadas.

2.2.1 Modelo

Seja vy;; o valor da varidvel resposta do individuo ¢ no momento ¢;;, 1 = 1,... . N, j =
17 179 ) ) )
1,...,n5 esejay; = (Vi1 Yio, - - -, Yin,) | O vetor com as n; observacoes repetidas do individuo

i. O modelo linear normal de efeitos mistos proposto por Laird e Ware (1982) pode ser escrito
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como

em que B = (81, B, ..., 53,)" & o vetor de efeitos fixos, de ordem p x 1, X; é uma matriz de
delineamento conhecida de ordem n; x p contendo as varidveis explicativas do individuo 2,
Z; ¢ uma matriz de delineamento conhecida de ordem n; x q, b; = (b;1, bia, - . . ,biq)T é o vetor
de efeitos aleatorios de, ordem ¢ x 1, e e; é um vetor de erros aleatérios com distribuicao

normal com média zero e matriz de variancia-covariancia R; de ordem n; X n,.

Existem duas abordagens para realizar inferéncias sobre o modelo (2.1): a marginal e a
condicional. A primeira é apropriada quando estamos interessados nos coeficientes especificos
do individuo e os b; sao considerados como uma amostra aleatoria independente de alguma
distribuicao. A segunda é adequada quando estamos interessados em um subconjunto de
coeficientes de regressao que nao varia entre os individuos e os b; sao tratados como efeitos

perturbadores. A seguir apresentamos estas duas metodologias.

2.2.2 Abordagem marginal

Na abordagem marginal o modelo linear normal de efeitos mistos ¢ um modelo que

satisfaz
Yy, = X8+ Z;b + e,
b, ~ N,(0,D), (2.2)
elNNnZ(O,RZ>, i:1,2,...,N,

em que by, ..., by, ey, ..., ey sao mutuamente independentes, D é uma matriz de variancia-

covariancia de ordem ¢ x ¢ (definida positiva) e R; é uma matriz de varidncia-covariancia
que depende de i apenas por meio da sua dimensao n;. As variancias dos efeitos aleatorios
b; medem a variabilidade das trajetorias longitudinais inter-individuos; por outro lado, as

variancias dos e; medem a variabilidade das observagoes repetidas intra-individuos.

De (2.2) segue que, condicional aos efeitos aleatorios b;, y,; segue uma distribui¢ao normal
com vetor de médias X ;3 + Z;b; e com matriz de varidncia-covariancias 3; = Z Z-DZZ-T. As
fungoes densidade de probabilidade de y, | b; e b; sdo denotados por f(y, | b;) e f(b;),

respectivamente, e a fungao densidade marginal de y;, denotada por f(y,), é dada por

fly;) = . f(y; | b;)f(b;) db;.

Assim f(y,) é a fungao densidade de probabilidade de uma distribuigado normal de dimensao
n; dada por
y; ~ N(X,8,Z,DZ] + R)).
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A média marginal de y;, E(y;) = X0, pode ser interpretada como uma média sobre
todos os efeitos aleatorios, de modo que nao corresponde a trajetérias longitudinais indivi-
duais. Em vez disso, a inferéncia individual é realizada pelo condicionamento sobre os efeitos

aleatorios b;.

A estrutura de varidncia-covariancia das observacoes repetidas do individuo ¢ é dada por
Cov(y,)=V,;=Z;,DZ] + R;.

Essa estrutura indica que a correlacao entre as observagoes repetidas pode ser induzida

T

;» ou por meio da matriz de

por meio do termo de variabilidade entre individuos, Z;DZ
variancia-covariancia das observacoes dentro do individuo, R;. Assim, mesmo se oS erros e;
sao independentes, as observagoes repetidas y; podem ser correlacionadas devido a variabi-

lidade entre individuos.

Diferentes estruturas para D e R; podem ser encontradas na literatura; ver, por exemplo,
Wolfinger (1993), Littell et al. (2000), Pinheiro e Bates (2000), Fitzmaurice et al. (2004),
Rocha (2004) e Weiss (2005). Uma forma mais simples do modelo marginal surge quando
R; = 0%I, em que I denota a matriz identidade. Nesse caso, o modelo é denominado de
modelo de independéncia condicional uma vez que implica que as n; respostas do individuo 7
sao independentes, condicional em b; (Laird e Ware (1982)). Nesse modelo a fungao densidade

de probabilidade dos dados y, dados os efeitos aleatérios b; é dada por

1 1 _
fly; | bi; B, R;) = T, i eXP {—5(% - X8 - Zibi)TRi l(yi - X8 - Zibi)}'
(27’(’)7 R;|>

A inferéncia estatistica para o modelo linear normal de efeitos mistos sob a abordagem
marginal é baseada no método de méaxima verossimilhanca ou método de maxima veros-
similhanca restrita. Para maiores detalhes sobre esses dois métodos de estimacao ver, por
exemplo, Laird e Ware (1982) e Lindstrom e Bates (1988).

2.2.3 Abordagem condicional

A abordagem condicional consiste na estimacao dos parametros desconhecidos por meio
da maximizagao da fungao de verossimilhanga dos dados y, condicional as estatisticas sufi-

cientes dos parametros perturbadores b;.

Segundo Verbeke et al. (2001) e Molenberghs e Verbeke (2005) a principal vantagem da
inferéncia condicional é que nao sao necessarias suposicoes adicionais em relacao aos pa-
rametros de perturbacao b;. Porém, uma desvantagem é que precisam ser encontradas as

estatisticas suficientes para os b; e, posteriormente, ser calculada e maximizada a verossimi-
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lhanca dos dados condicional a estas estatisticas. Além disso, toda a informacao sobre b; é
perdida, uma vez que estes parametros especificos dos individuos indicam a forma como os

individuos evoluem de forma diferente no tempo.

Para detalhes desta abordagem pode-se consultar Verbeke e Molenberghs (2009).

2.3 Quadratura de Gauss-Hermite

Quando se tem interesse em obter a integral de uma funcdo regular f(z) : R — R os
métodos de integragdo numeérica baseiam-se na expressao de f(z) como o produto de uma

funcao de peso w(z) : R — R™ e outra funcao g(z) : R — R, ou seja,

f(z) = w(2)g(2).

Assim, muitos desses métodos aproximam uma integral por uma soma ponderada do tipo

Q
/R F(2)dz S weg(),

em que os pontos z; denotam os noés e os wy denotam os pesos, e juntos constituem uma

regra de integracao (Fahrmeir e Tutz, 2001, Apéndice A.4).

2.3.1 Quadratura de Gauss-Hermite unidimensional

O método da quadratura de Gauss-Hermite unidimensional aproxima integrais da forma

[ e i

e o]

por uma soma ponderada, isto é

[e.9]

+00 Q
/ exp(—2%)g(2) dz ~ Z wrg(zr), (2.3)

em que g(z), z € R, denota uma funcao regular, o n6 z; é o k-ésimo zero do polinémio de
Hermite de ordem @, Hg(z),

dQe=%"/2
— (_1)\Qp%%/2
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e os pesos wy dependem do ntimero de nés @ e do polinomio de Hermite Hg_;(2) avaliado

em zy, o1
C01QIyF
R e

2.3.2 Quadratura de Gauss-Hermite multidimensional

No método da quadratura de Gauss-Hermite multidimensional considera-se o vetor m-
dimensional z = (z1,...,2,), uma funcao regular f(z) : R™ — R, uma fungdo de peso
w(z) : R™ — R* e outra fungao g(z) : R™ — R, tal que f(z) = w(z)g(z). A expressao (2.3)

pode ser usada para aproximar a integral m-dimensional

f(z)dz = / e / W21y s 2m)9(215 - oy 2m) dz1 - Az, (2.4)
R™ R R
em que a funcao de peso é dada por
w(z) = exp(—2Tz) = exp(—27) - ... - exp(—22).

A seguir a quadratura de Gauss-Hermite unidimensional da forma (2.3) é aplicada a cada
um dos componentes de z. Usando (), nos na r-ésima dimensao, » = 1,2, ..., m, obtemos a
aproximacao
Q1 Qm
/]Rmf(z) dz ~ kzlw,(g? e kzl w,i?g(z,(c?, o ,Z,(:Z)), (2.5)
= e

(r)

em que z;, (r)

€ 0 k;~ésimo zero do polinémio de Hermite de ordem @), e wy, * € o peso correspon-
dente. Neste trabalho iremos denotar os z; como os pontos de quadratura e () como o niimero
de pontos da quadratura. Para maiores detalhes sobre a quadratura de Gauss-Hermite, ver,

por exemplo, Evans e Swartz (2000, Capitulo 5) e Fahrmeir e Tutz (2001, Apéndice A.4).

2.4 Quadratura de Gauss-Hermite adaptativa

Uma extensao da quadratura de Gauss-Hermite unidimensional é a versao adaptativa
(Liu e Pierce, 1994; Pinheiro e Bates, 1995) na qual o objetivo é centrar e espalhar os pontos
originais de quadratura ao redor do ponto de maximo Z da fungao log (f(z)), isto com o
intuito de melhorar a aproximacao da integral. A transformacgao dos pontos de quadratura

2z, nos novos pontos z; € dada pela expressao z; = V262, + 2 em que
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Assim a aproximagao da integral da fungao f(z) na reta real pela quadratura Gauss-Hermite
adaptativa fica dada por
Q
/ F(2)dz = V35S F(25) exp(2) wi. (2.6)
R

k=1

Em Hernandez et al. (2013) é proposto um método para melhorar esta quadratura eliminando

combinagoes de pontos de quadratura que contribuem pouco a aproximacao das integrais

(pruning).

2.5 Algumas distribuicoes de probabilidades

Nesta secao apresentamos as distribuigoes que serao utilizadas posteriormente na formu-

lacao dos modelos propostos.

2.5.1 Distribuicao beta

A seguir apresentamos duas parametrizagoes diferentes da distribuicao beta, a primeira

em termos da média e da precisao e a segunda em termos da média e da dispersao.

1. A fungao densidade de probabilidade da distribui¢do beta com média pu e precisao ¢,
denotada por Be(u, ¢), é dada por

['(¢) 1 et

flysp,¢) = YL -yt (2.7)
' e -me”

emque 0 <y<1,0<pu<1le¢ >0 A médiae a varidncia de y sdo: E(y) = p e

Var(y) = pu(1—p)/(1+ ¢). Mais detalhes sobre esta parametriza¢ao podem ser encon-

trados em Ferrari e Cribari-Neto (2004).

2. A funcao densidade de probabilidade da distribui¢ao beta com média u e dispersao o,

denotada por Be(u, o), é definida como

o) = I(1- 0%/ oo
T ) =R = ) N — i (1 = 7)) (2.8
x (1— y)(l—u)((l—UZ)/UZ)—1’

com<y<1l,0<pu<le0l<o<1. A média e a varidncia de y s@o dadas respecti-
vamente por: E(y) = e Var(y) = o?u(1—u). Mais detalhes sobre esta parametrizacio

podem ser encontrados em Cribari-Neto e Souza (2012).
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2.5.2 Distribuicao log-gama

A funcao densidade de probabilidade da distribuicao log-gama com parametro A\, deno-
tada por LG()\), é dada por

fy\) = EX)A exp (—y — eXp(y)) , (2.9)

comy € ReA>0.

2.5.3 Distribuicao ¢t-Student

A funcao densidade de probabilidade da distribuigao ¢t-Student com v graus de liberdade,

denotada como t,, é dada por

flyiv) = —2 ) (1 + 9—2) . (2.10)

em que y € R e v > 0. Note-se que se v = 1 a distribui¢ao ¢-Student é igual a distribuicao

Cauchy e se v — 00, a distribuicao t-Student converge para a distribuicao normal padrao.

2.5.4 Distribuicao exponencial poténcia

A funcao densidade de probabilidade da distribuicao exponencial poténcia com parametro
de locagao p, parametro de escala A e parametro de curtose v, denotada como EP(u, A, v),

é dada por

. _ ! _M)
fly; A\ v) = SoIT (1+%))\exp< Y , (2.11)

em que p € R, A > 0 e v > 0. Mais detalhes sobre esta parametrizacao da distribui¢ao
exponencial poténcia podem ser encontrados em Capobianco (2000). Esta distribuigao inclui
a distribuicao de Laplace quando v = 1, a distribui¢cao normal quando v = 2 e a distribuicao

uniforme quando v — oo.

2.5.5 Distribuicoes elipticas

A classe de distribuigoes elipticas é uma classe geral de distribui¢goes com caudas mais
leves e mais pesadas do que a normal, como a t-Student e a exponencial poténcia. Suas

caracteristicas e propriedades podem ser encontradas em Fang et al. (1990).

Dizemos que um vetor aleatério Y € RP(p > 2) segue uma distribui¢do de contornos

elipticos se sua fungao caracteristica tem a forma

vy (t) =exp {it"pu} o(t'3t), (2.12)
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em que p € RP denota o parametro de posigao, 3 € RP*P denota o parametro de escala
(matriz simétrica e positiva semidefinida) e ¢ : R — R denota o gerador caracteristico da
distribuicao eliptica, i = v/—1 e t € RP.

Se Y tem distribuigao eliptica com fungao caracteristica dada por (2.12), denotamos
Y ~ El,(p, X, ¢) ou simplesmente Y ~ El,(p, ).

Assumindo que o posto(X) = p, temos que a funcdo de densidade do vetor aleatorio Y

tem a forma
fly)=18]"2g{u}, yeR” (2.13)

em que v = (y — pu) X7 (y — ) para alguma funcio g, (g(u) > 0,u > 0). A funcdo g é

tipicamente conhecida como fungao geradora de densidade, que satisfaz a condigao

oo
/ ¢
0

Alguns exemplos de distribuigoes elipticas sao dados a seguir assumindo que posto(X) =

SIS

“Lg(u)du < co.

1. A distribuigdo normal p-variada, denotada por N,(u, X) é dada por:

f) =en = e {4 - w S - m), (2.14)

com
P
2

glu) = (2m)"5e7 2, u > 0.

2. A distribuigao t p-variada com v graus de liberdade, denotada por t,(u, 3, v), é dada

por:

_ v +p)]
T g o

com v > 0. Quando v = 1 obtemos a distribuicao de Cauchy p-variada. Neste caso

—5(v+p)
_1 1 _ 2
D R UR")) SNt

[3(v+p)] { u }%<V+p>

) u > 0.

3. A distribuicao exponencial poténcia p-variada com parametro de forma —1 < v <1,
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denotada por EP,(p, 3, v) tem a forma:

pF []ﬂ 1 1 Tea—1 1

-~ x|z (= p)TS (Y — )]
f(y) e [1 T ;V)} R Zexp =5 [(y—p) 2y —pw)] ™
(2.16)

com

L [%] urhs e
5T [1 + p(l;u)} o1 P ) > 0.

g(u) =

Esta distribuigao apresenta dois tipos de caudas, mais leves (v < 0) assim como tam-
bém mais pesadas do que a normal (v > 0) e inclui a normal como um caso particular

quando v = 0.

Em Fang et al. (1990) pode-se encontrar a demostracao da seguinte propriedade que é

util para os calculos da média e da covariancia de distribuigoes elipticas.

Propriedade Assuma que Y ~ El,(u,%,¢) com posto(X) = r < p. Se o vetor
de médias e a matriz de covaridncia do vetor aleatorio Y existem, entio E(Y) = p e
Cov(Y) = .2, em que co = —2¢'(0) = —2dp(u)/du|u—y, com ¢p(u) sendo o gerador carac-

teristico da distribuicao eliptica.

A seguir sao apresentados alguns exemplos desta propriedade.
1.Se Y ~ Ny(p, ), co=1, E(Y) =p e Cov(Y) = X.
2. SeY ~ty(p,E,v),co=v/(rv—2), E(Y)=peCov(Y) =v/(v—2)%.

3. Se Y ~ EP,(pn, X, v),
2(1+V)F[(P+2>2(V+1)]

(v+1)
o (25

Co =

eE(Y)=peCov(Y) =cX.



Capitulo 3

Modelo de regressao beta com intercepto

aleatorio normal

A classe dos modelos de regressao beta é usada para modelar variaveis medidas de forma
continua que assumem valores no intervalo (a,b). Estes modelos permitem modelar dados
provenientes de taxas, proporcoes e fracoes, que geralmente sao heteroscedasticos e assi-
métricos, e os parametros de regressao sao interpretéveis em termos da média da variavel

resposta e nao em termos de alguma transformacao dos dados.

Nesse sentido, varios autores tém proposto modelos de regressao beta. Paolino (2001)
propoe um modelo de regressao beta que modela a média e apresenta uma aplicacao em
pesquisas de ciéncias politicas. Kieschnick e McCullough (2003) propéem um modelo de
regressao beta, que modela a média, como uma forma de realizar anélise de regressao de
variaveis observadas no intervalo (0,1). Ferrari e Cribari-Neto (2004) propdéem um modelo
de regressao beta, com uma parametrizacao da distribuicao beta que é caracterizada pela
média e por um parametro de precisao, que permite a modelagem da média considerando a
precisao constante. Um modelo de regressao beta que modela a média e a precisao é proposto
por Smithson e Verkuilen (2006).

A partir do modelo proposto por Ferrari e Cribari-Neto (2004) diversos trabalhos tém sido
publicados. O trabalho de Venezuela (2008) considera equagoes de estimagao generalizadas
para os modelos de regressao beta com medidas repetidas, sob os enfoques da modelagem da
média com homogeneidade da dispersao e da modelagem conjunta da média e da dispersao.
O trabalho de Simas et al. (2010) considera uma estrutura de regressao para o pardmetro
de precisdo e uma estrutura de regressao nao-linear para a média. Ferrari e Pinheiro (2011)
desenvolvem dois testes de hipoteses baseados em estatisticas de razao de verossimilhancas
ajustadas para modelos com estruturas de regressao lineares ou nao lineares na média e na

precisao.

15
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Um estudo detalhado para avaliar o impacto da especificacao incorreta da funcao de
ligacdo no modelo de regressdo beta é apresentado em Andrade (2007). Zimprich (2010)
apresenta um modelo de regressao beta com estrutura de regressao mista no parametro
da média e ilustra a aplicabilidade do modelo na area da psicologia. Cribari-Neto e Zeileis
(2010) desenvolvem o pacote betareg na linguagem de programagao R (R Development
Core Team, 2012), que fornece estimativas de méxima verossimilhanga para os parametros da
classe dos modelos de regressao beta proposta por Ferrari e Cribari-Neto (2004) e estendida
por Simas et al. (2010), além disso proporciona previsoes para a média, o preditor linear, o
parametro de precisao e a variancia, assim como véarios residuales e os testes de Wald dos
coeficientes do modelo. Cribari-Neto e Souza (2012) adotam uma nova parametriza¢ao da
distribuicao beta e propoem um modelo de regressao beta com estrutura de regressao para
a média e a dispersao, além disso mostram como realizar inferéncias sobre os parametros
do submodelo da média sem ter que modelar a dispersao. Recentemente, Griin et al. (2012)
apresentam extensoes da regressao beta no pacote betareg como a redugao e correcao
do viés nos estimadores de méxima verossimilhanca, modelos de arvores de regressao beta
e modelos de mistura finita. Ospina e Ferrari (2012) propoem uma classe de modelos de
regressao beta que admite a presenca de zeros e uns e apresentam estimacao de méaxima
verossimilhanca, métodos de diagnostico e de sele¢cao para essa classe de modelos, chamados

modelos de regressao beta inflacionados.

Sob uma abordagem bayesiana, varios autores também tém realizado pesquisas no mo-
delo de regressao beta. Buckley (2003) implementa o modelo de regressao beta proposto por
Paolino (2001) por meio do método bayesiano Monte Carlo baseado em cadeias de Markov
(MCMC). Branscum et al. (2007) apresentam um modelo de regressao hierarquico bayesiano
para a andlise de dados continuos restritos ao intervalo (0, 1) e discutem metodologias para
incorporar informagao a priori na analise do modelo, ajustar o modelo proposto através do
método MCMC e selecionar o modelo usando o fator de Bayes. Além disso estes autores

apresentam um modelo de regressao beta semi-paramétrico usando splines penalizados.

Vérios trabalhos sobre modelos de regressao beta com coeficientes de regressao aleatérios
podem ser encontrados na literatura. Sob uma abordagem frequentista, Rigby e Stasinopou-
los (2005) implementam o modelo de regressdo beta com intercepto aleatério normal na
estrutura de regressao da média e da dispersao assumindo a funcao de ligagao logito. A es-
timacao de parametros do modelo, fixando os componentes de variancia, é feita no contexto
dos modelos adivos generalizados para posicao, escala e forma (GAMLSS) por meio da maxi-
mizagao da fungao de verossimilhanga penalizada. Por sua vez, Verkuilen e Smithson (2012)
propoem modelos de regressao beta com efeitos aleatérios normais na estrutura de regres-
sao da média e da precisao assumindo a fungao de ligagao logito. Os métodos de estimagao
usados s@o maxima verossimilhanca marginal e estimacgao bayesiana. A aproximacao das in-

tegrais nos dois métodos de estimacao usados sao quadratura de Gauss-Hermite e métodos
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de Monte Carlo via cadeias de Markov. Sob uma abordagem bayesiana, Bonat et al. (2012)
propoem modelos de regressao beta com efeitos aleatorios na estrutura de regressao de média
e desenvolvem inferéncia estatistica por meio da maximizacao da verossimilhanca marginal e
da metodologia bayesiana de algoritmo data cloning. Figueroa-Zuniga et al. (2012) estendem
o modelo proposto por Ferrari e Cribari-Neto (2004) acrescentando efeitos aleatorios com
distribuigao normal e distribuigao ¢-Student nas estruturas de regressao da média e precisao
e discutem a especificagao de distribui¢oes a priori e a implementagao computacional do

modelo por meio do amostrador de Gibbs.

Neste capitulo estudamos um modelo denominado de modelo de regressao beta com
intercepto aleatoério normal. Desenvolvemos a estimacao dos parametros do modelo e a pre-
di¢ao dos interceptos aleatorios por meio do método de maxima verossimilhanca marginal e
da metodologia que considera o melhor preditor de Bayes empirico, respectivamente. Este
modelo permite a modelagem conjunta da média e da dispersao da distribuicao beta com
parametrizacao dada em (2.8). No modelo assumimos varias fungoes de ligagao para a média
e a dispersao. Desemvolvemos também o pacote computacional BLMM na linguagem R para
obter a estimagao dos parametros e a predicao dos interceptos aleatorios. Uma vantagem
deste modelo é que permite descrever: a heterogeneidade de médias entre individuos medi-
ante a insercao do intercepto aleatorio na média e na dispersao entre observacoes repetidas

num individuo por meio do intercepto aleatério no parametro de dispersao.

Na Segao 3.1 especificamos o modelo de regressao beta com intercepto aleatério normal
e mostramos as expressoes para a média, variancia, covariancia e correlagao da distribuigao
marginal da variavel resposta. Na Secao 3.2 apresentamos o método de estimacao do modelo
proposto. Na Secao 3.3 mostramos a metodologia da predi¢ao dos efeitos aleatorios. Por
ultimo, resultados de simulagoes avaliando o processo de estimagao proposto e as conclusoes

sao apresentados nas Secoes 3.4 e 3.5, respectivamente.

3.1 Modelo proposto

As caracteristicas principais do modelo beta com intercepto aleatorio normal sdo desen-
volvidas com detalhes nesta se¢ao. Sem perda de generalidade, vamos a supor (0,1) = (a,b).
No caso em que a variavel resposta ¢ definida no intervalo (a,b) modelamos (y —a)/(b — a)

no lugar de y.

Seja y;; o valor da variavel resposta para o i-ésimo individuo no tempo ¢;;, ¢ =1,..., N,

< . . T
jg=1,...,n; esejay, = (Yi1,Yi2, - - - » Yin;)
ésimo individuo. Assumimos que, condicional aos interceptos aleatorios ;1 e 7,2, as respostas

o vetor com as n; observagoes repetidas do i-

Yi1, Yi2s - - - » Yin, Sa0 independentes e cada uma segue uma distribuigao beta com fungao den-
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sidade de probabilidade dada em (2.8). Os interceptos aleatorios ;1 e ;2 sdo independientes
e cada um segue uma distribuicao normal com média zero e desvio padrao A; e Ao, respecti-
vamente. Assumimos também que os interceptos aleatorios 7;; e ;2 sao independentes entre

si. O modelo beta com intercepto aleatério normal pode ser escrito como

ind
Yij | vin, vie ~ Be(piz, 0ij),
Lid
Yir ~ N(();)\%% (3.1)
Lid
Yiz ™~ N(Oa)‘%)a
para 1= 172a"'7N € .] = 1727"'7ni7 €m que E(yl] | 7@'1771‘2) = Hi5 € Val"(?/zg | 71‘1772‘2) =
afj,uij(l — 11;5). Os parametros p;; e 0;; satisfazem as seguintes relacoes funcionais

g1 (1) = mij1 = w;’;’l/ﬂl + Vit

(3.2)
92(0ij) = Nije = mz—’;’2/62 + iz,

_ T _ T A

€m que &;;1 = (xijlla Tijo1y - - - 7xijp11) € Ljjo = (.I'ijlg, Lij22, - - - ,wi]’p22) contém valores

., . . . . . o T o

das variaveis explicativas associadas aos efeitos fixos, B, = (011, 021,-.-,0m1) € By =
T A 5 d hecidos fi ; o S I

(Br2, Bazs - - -, Bpy2) contém os pardametros desconhecidos fixos e ;1 € ;2 sdo0 os interceptos

aleatoérios associados ao i-ésimo individuo.

Assumimos que as fungoes de ligagao g; : (0,1) = R e g2 : (0,1) — R séo fungdes conhe-
cidas, estritamente monotonas e duas vezes diferenciaveis. Para o modelo proposto podemos
usar a mesma ou uma diferente funcao de ligagao para p e 0. Na Tabela 3.1 sao apresentados
exemplos de funcoes de ligagao e suas fungoes inversas para o parametro u. Estas fungoes de
ligacao podem também ser utilizadas na estrutura de regressao de 0. Uma discussao sobre o
uso de algumas destas fungoes de ligagao em modelos lineares generalizados pode ser encon-
trada em McCullagh e Nelder (1983, p. 107) e um estudo sobre os efeitos da especifica¢ao
incorreta da funcao de ligagao no modelo de regressao beta encontra-se descrito em Andrade
(2007).

Seguindo a abordagem marginal apresentada para o caso do modelo linear normal de efei-
tos mistos é possivel obter a média, a variancia, a covariancia e a correlacao da distribuicao

marginal de y;;, descritas a seguir em detalhes.

3.1.1 Meédia

A média marginal de y;; pode ser calculada com base na esperanca condicional de y;;

dados os efeitos aleatorios ;1 e 72, ou seja,

E(yij) = E[E (yij | vi1, vi2)] = E () - (3.3)
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Tabela 3.1: Funcoes de ligacao.

Funcao de ligacao g(p) i
logito log {pu/(1 =)} exp(m)/ {1+ exp(n)}
probito >(p) ®(n)

complemento log-log log{—log(l —u)} 1—exp{—exp(n)}
log-log —log {—log(n)} exp {—exp(—n)}

Cauchy tan {7(u —0,5)}  {arctan(n)/7}+0,5

A esperanga (3.3) é calculada com relagao a distribuicao do efeito aleatorio ;1. Se usamos,

por exemplo, a fun¢ao de ligagao logito na estrutura de regressao de p e 0 a média marginal

6771]1
1 + et
6%’;131—'—%1
1+ 636;1,314‘%‘1

6%Tj151€7i1
o [Eha—
1+ e®ij1P1 evin

de y;; ¢ dada por

E(yij)

I
=

.
Se escrevemos a = e®iitP1 obtemos

1
=1-E{——7]. 3.4
(1+ae%1> (3:4)

3.1.2 Variancia

Para calcular a variancia marginal de y;; usamos a propriedade da variancia condicional
dada por
Var (Y) = Var [E (Y | X)]+ E [Var(Y | X)],
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sendo X e Y duas variaveis aleatorias. Utilizando esta expressao obtemos

Var (y;;) = Var [E (y;; | Vi1, 7i2)] + E [Var (ys; | i1, 7i2)]
= Var () + E [07055(1 — pij)]

como os efeitos aleatérios associados & média e a dispersao sao independentes entao

Var (y;;) = E (13;) + (B ()" + E(03)) - E(uis (1 — piy)). (3.5)

Podemos notar que a expressao da variancia de y;; ¢ composta por trés parcelas. As duas
primeiras correspondem a esperancas calculadas em relacao a distribuicao do efeito aleato-
rio ;1 e a terceira corresponde ao produto entre duas esperangas, E(07;) e E(pui; (1 — pi)),

obtidas em relagao as distribuicoes dos efeitos aleatorios ;o e 7;1, respectivamente.

Considerando a fungao de ligagao logito para p e o, por exemplo, e a expressao (3.5) e
y T . A y T . , T
escrevendo il = e%inPierin = gelit g eMiz = ®i2P2eti2 = pe¥i2 com b = e%i2P2 temos que

a variancia de y;; ¢ dada por

Var (y;j) = Var (116;1%) +E ((1 j)f;;iz )2 1 ie;:m 14+ iew >
= Var (1 - Hiﬂ) TE ((1??&)2 a fiv)?)
= () 72| () | Pl
=5 ((rame) [P (1+1)]+E (<1b+222;2>2) B )

o () - o ()| e () (). e

3.1.3 Covariancia e correlagao

Assumindo independéncia condicional dos y;; e usando a defini¢ao da covariancia condi-

cional dada por
Cov (Y, W)=Cov(E(Y | X),E(W | X))+ E[Cov(Y,W | X)],

sendo X, Y e W variaveis aleatorias, temos que a covariancia entre y;; e y;+, duas observagoes

. N . . o, A
nos momentos j e j do ¢-ésimo individuo, é dada por

Cov (?/z‘p yz’j'> = Cov (E (yij | Yit; %2) E (yz’j' | %’1,%2)) +E [COV (yija Yiq' | %‘1,%2)} )
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em que o termo E [COV (yij, Yij | vits %2)} ¢é igual a zero pela independéncia condicional das

observagoes e, portanto, a covariancia de y;; ¢ dada por

Cov (yiju yij/) = Cov (E (Wij | 71, vi2) , E (yij/ | it ’Yz‘2))
= Cov (:U’ija :uij/) (3.7)
=B (uij, i) = E (nig) - B (i) -

Usando a fungao de ligagao logito para p e o, por exemplo, e (3.7) podemos escrever a

covariancia de y;; como

eMigl elii'1
Cov (Z%’jy yij/) = Cov <1 +emin’ ] 4+ enijll)

— Cov (1 o ;> (3.8)

1 + emiit ’ 1+ eni]’l

e usando as propriedades da covaridncia: Cov(a + X,b+Y) = Cov(X,Y) e Cov(aX,bY) =
abCov(X,Y), temos que (3.8) fica dada por

1 1 1 1
Cov (v 917) = B (1 T ) -F (T) . (T)
1 1
=E( i )— (1 - E(y))(1 - E(y,y)). (3.9)

1+ emiit 1 4 i

Finalmente, a correlacao entre as duas observagoes y;; e y,» pode ser calculada como

segue

C ijs Yij’
Corr (yij, y;) = ov (v ) . (3.10)
\/Var(yij)\/ar(yij/)

As integrais envolvidas nos valores esperados nas expressoes (3.3) a (3.10) nao tem forma

fechada e devem ser resolvidas por métodos de integragao numérica. Nota-se que as expres-
soes (3.4), (3.6), (3.9) e (3.10) sao gerais, isto é, ndo dependem da distribui¢ao suposta dos
efeitos aleatorios. As expressoes da média e variancia da distribuicao marginal de y;; serao

utilizadas no Capitulo 6.

3.2 Estimacao

A inferéncia estatistica proposta neste trabalho para o modelo de regressao beta com

intercepto aleatorio normal estéd baseada no método de maxima verossimilhanga.

. T N .
Considerando 8 = (3, By, M1, A2)" o vetor de parametros a ser estimado no espaco
paramétrico

©={0cR’|B, eR" B, e R* N\ e R",\, e R"},
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em que p = p; + po + 2, temos que a distribuigdo marginal de y;, = (Y14, ..., Yn,:) ¢ dada

por
f(y;;0) = / H F i | vins vizs Brs Ba) - [ (ins M) f (23 A2) dyindyia (3.11)
R2 ]:1
e a funcao de verossimilhanga para as observagoes y = (yy,...,yy)' ¢ da forma
N

L(0) = [ f(w:0)

=1

=z

= H/ Hf Yij | v, vizs Brs Ba) - f (Virs Ar) f (Vizs A2) dyindyie, (3.12)

=1

em que f(vyi; | i, %i2; 81, Bs) € a funcéo densidade de probabilidade condicional de y;; da-
dos vi1, iz € f(yi1; A1) e f(7i2; A2) sdo as fungdes densidades de probabilidades de ;1 e 72,

respectivamente.

Ao contrario dos modelos lineares mistos normais, a densidade marginal (3.11) e a fun-
¢ao de verossimilhanga (3.12) ndo tém expressoes analiticas. A dificuldade na inferéncia
baseada no método de maxima verossimilhanca é a avaliacao das integrais na funcao de
verossimilhanga (3.12). Os métodos que sao geralmente usados para resolver essa dificuldade
incluem métodos de integragao de Monte Carlo, algoritmos EM e métodos aproximados,
(Wu, 2010). Os denominados métodos de Monte Carlo usam quadratura de Gauss-Hermite
ou técnicas de integracao de Monte Carlo para aproximar a integral na fungao de verossimi-
lhanga (3.12). Por outro lado, os algoritmos EM maximizam indiretamente a verossimilhanca
usando métodos numeéricos estocasticos ou de Monte Carlo no passo E. Finalmente, os mé-
todos aproximados sao chamados assim por usar expansoes de Taylor ou aproximacoes de

Laplace para aproximar diretamente a funcao de verossimilhanga.

Para a avaliagao das integrais envolvidas na funcdo de verossimilhanga (3.12) utilizamos
o método de integragao numérica de Gauss-Hermite multidimensional descrito na Segao 2.3.

Na fungao de verossimilhanga (3.12) precisamos avaliar a seguinte integral

R2 j=1
’Yzl _’Y,L‘QQ
Py 22

i ily " )i2, ) dld’L
/ Hf y]|71 Yi2; /61 /62)\/%)\1\/%)\2 Yi1aYi2-

Fazendo a seguinte mudanca de variaveis

i1 _ T2

bip = —l by = —l2
Y2 YV
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obtemos que a integral I; é dada por

n; —b? —b2
L= [ TLS (o 1V VoAb 6y, ) SIS gy, o

que tem a forma (2.4). Usando o método da quadratura de Gauss-Hermite multidimensional,

a integral I; pode ser aproximada como

Q1 Q2 ny

Wi, Wh,
I; = Z Z Hf(yij | \/5/\12’;91,\/5/\221@2;/617:82) ot )

X s
k1=1ko=1j=1

em que 2, € 2, sao os pontos de quadratura e wy, e wy, sao 0s pesos correspondentes.

Portanto, a fungao de verossimilhanga aproximada é dada por

N Qr Q2 n;
Le) =] (Z ST £ | V2 iz, mm;ﬁl,ﬁg)w’“w’”) (3.15)

, , T
i=1 \ki1=1ko=1j=1

e o logaritmo da fun¢do de verossimilhanga ¢(0) pode ser escrito como

N Q1 Q2 ny
()= log <Z ST | VM2, V2Xom,: By, @)w’“w’“Z) . (3.16)
=1

. ™
klzl k2:1 j=1

A funcao escore aproximada, obtida diferenciando o logaritmo da funcao de verossimi-
lhanga ¢(@) em relagdo a cada um dos pardmetros é dada por U(0) = (Ugl(e), Ugg(@),
Uy, (0), Uy,)". No Apéndice A.1 sdo apresentadas as expressoes para os componentes do
vetor U (0).

O estimador de maxima verossimilhanca de 8 = (BIT, ,BQT, A1, A2) " é obtido como a solugao
do sistema de equagoes U (€) = 0. Podemos notar que os estimadores dos componentes de 6
nao tém uma expressao fechada e precisam ser obtidos numericamente maximizando (3.16).
Sob as condicoes usuais de regularidade, o estimador de maxima verossimilhanca, é, é

assintoticamente normal com média 6 e matriz de variancia-covariancia J~1(60), isto é

~

Vn(6 —6) — N(0,J71(9)), (3.17)

em que J (@) é a matriz de informacao observada, obtida como J(8) = —92((8)/0000". Os
elementos da matriz J (@) sdo apresentados no Apéndice A.2. Para obter os desvios padroes

precisa-se obter também de forma numérica as estimativas dos elementos de J(0).
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Aspectos computacionais

Organizamos a proposta implementando um pacote especifico no R chamado BLMM que
permite obter as estimativas de méxima verossimilhanca do modelo proposto por meio da
funcao blmmML. Implementamos também a funcao GHQ que calcula os pontos e pesos de
quadratura eliminando combinagoes de pontos de quadratura que contribuem pouco & apro-
ximagao das integrais; para maiores detalhes da fungao, ver Hernandez et al. (2013). As
fungdes nlminb e optim do pacote stats sdo usadas para maximizar a func¢ao (3.16).
Assumimos que o numero de pontos de quadratura, ()7 e ()2, sao iguais. No Capitulo 8

descrevemos em detalhes estas fungoes.

As fungoes nlminb e optim usadas na maximizagao do logaritmo de funcao de veros-
similhanca precisam da especificagao de valores iniciais para os parametros. Como valores
C . ~T AT . . -
inicias de 3, e 3, sugerimos obter 3, and B, como as estimativas do modelo de regressao

beta sem efeito aleatorio, ou seja, considerando

g1(pij) = m:ﬂﬁl

g2(0ij) = wz—’;%@%

sendo que este pode ser ajustado, por exemplo, no pacote gamlss de Rigby e Stasinopoulos
(2005) ou betareg de Cribari-Neto e Zeileis (2010) do R. Para os parametros A\; e Ao
sugerimos usar valores de 0,5. Em modelos de regressao ordinal mistos Hedeker e Gibbons
(1994) sugerem usar uma matriz diagonal como valor inicial da matriz de covariancia dos
efeitos aleatorios, com elementos da matriz diagonal iguais a uma fragao do valor da variancia
residual, e em modelos lineares generalizados mistos Brostom e Holmberg (2011) sugerem

valores de 0,5 para a variabilidade do intercepto aleatorio, neste caso Ay = 0,5 e Ay =0, 5.

3.3 Predicao dos efeitos aleatorios

Embora na pratica o interesse principal seja a estimacao dos parametros da distribui-
¢ao marginal de y,, muitas vezes é 1til também obter as predi¢oes dos efeitos aleatorios.
Segundo Molenberghs e Verbeke (2005) essas predicoes refletem a variabilidade entre indivi-
duos e permitem a detecgao de perfis especiais, por exemplo, individuos atipicos ou grupos
de individuos que evoluem de forma diferente no tempo. Além disso, as predi¢oes dos efeitos

aleatorios sao necessérias se queremos obter predi¢oes dos perfis individuais.

No contexto dos modelos lineares de efeitos aleatérios e dos modelos lineares generali-
zados mistos para dados longitudinais, Verbeke ¢ Molenberghs (2009) e Fitzmaurice et al.
(2009) notam que a abordagem predominante para atribuir valores aos efeitos aleatorios ¢ a

metodologia que considera o melhor preditor de Bayes empirico. Para o modelo linear normal
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de efeitos mistos, por exemplo, a estimacao dos efeitos aleatorios é baseada na distribuicao

a posteriori f(b; | y,;,8,%) dada por

T 90 B 2) = 5 T B) (b, 5 dby

Geralmente, b; é predito por meio da média da distribuicao a posteriori, chamada de média
a posteriori de b;. Este preditor é denominado melhor preditor de Bayes empirico e é dado

por

gz’ = E[bi | yi]

:/R bif(b; | y;, 3, %) db;.

Para o modelo de regressao beta com intercepto aleatério normal propomos usar essa

abordagem para obter o melhor preditor dos interceptos aleatorios como segue:

fRz Vi1 'H1 f(yz’j | Vi1, Vi2; 317 BQ)f(%’l} 5\1)f(%’2§ 5\2) dryiidyio
j=

Fir =By | 433 0] = — — - - . (3.18)
f]Rz H f(yij ’ %’17%2;,317132”(%1; /\1)f(%‘2; /\2) dryirdyio
j=1
ng Yz I1 fWij | vins vies B1>Bz)f(%‘1; 5\1)f(%‘2; ;\2) dyindyio
~ -~ =1
Yiz = E[yiz | yij; 0] = nz — - - . (3.19)
f]Rz [T f(yis | vir, vizs Br, Ba) f (in; M) f (izs A2) dyindyi
j=1
emquei=1,2,...,Nej=1,2,...,n; As integrais no numerador e denominador de (3.18)

e (3.19) sao resolvidas por meio da quadratura de Gauss-Hermite, da mesma forma que a in-
tegral (3.13). A predicao dos efeitos aleatorios foi implementada na fungdo re .prediction

do pacote BLMM descrita em detalhes no Capitulo 8.

A metodologia de estimagao e predi¢do proposta permite obter por meio de (3.17) as
estimativas dos desvios padroes de \; e \y. Estas estimativas sao tteis para a construcao de

intervalos de confianga de \; e \s.

3.4 Estudo de simulacao

Nesta se¢ao apresentamos um estudo de simulacao para o modelo proposto na secao 3.1
a fim de descrever o desempenho do processo de estimagao quando aumentamos o nimero
de individuos, o ntimero de observagoes por individuo e o desvio padrao dos interceptos

aleatorios.
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Os dados sao gerados de acordo com o seguinte modelo

ind
Yij | Vi1, vie ~ Be(pij, 04j),
i ~UN(0,02), (3.20)
Yi2 i}i\.’d N(07 )‘%)7

com

g (1ij) = Pu1 + Barxij + Barti + vir,

(3.21)
g (0i5) = Pz + Pozwij + Baati + Viz,

emquei=1,...,N,j=1,...,n; g(-) é a funcdo de ligacdo logito, B, = (Si1, fa1, B31) "
e By = (Br2, B2, B32) T sdo os vetores de parametros associados a u e o. Para cada cendrio,
10000 repeticoes foram geradas a partir do modelo especificado com os seguintes valores
fixos dos parametros: B, = B, = (-0, 15;0,15; —0,15)".

Seguindo o delineamento de simulagoes de trabalhos com dados longitudinais, por exem-
plo, Park e Wu (2006), Guoyou e Zhongyi (2008) e Fu e Wang (2012), a variavel explicativa
z;; foi gerada de acordo com uma distribui¢ao uniforme U(0;1) e a variavel tempo ¢;, com
valores entre zero e um, foi gerada como t; = (n; — 1)/n;. Os interceptos aleatorios indepen-

dentes foram gerados com distribuigoes normais, v;; ~ N(0,A?) e v ~ N(0, \3).

Consideramos todas as combinagoes de nimeros de individuos, N (20;40; 60; 100; 150),
namero de observagoes por individuo, n; (3;5;8;12) e desvio padrao dos interceptos aleato-
rios, A1, A, (0,5;1,0;1.5). Com a combinagao dos valores de 3, B, A1 e Ay obtemos valores
da média e da variancia de y;; proximos de 0,5. Utilizamos a fungao GHQ do pacote BLMM
para calcular os pontos e pesos de quadratura com (); = ()2 = 8 pontos de quadratura e a

fun¢do nlminb para maximizar o logaritmo da fungao de verossimilhanga (3.16).

O desempenho do processo de estimacao foi avaliado por meio da raiz do erro quadrético
médio (REQM) proposta por Wissel (2009) e definida como

~ A A

REQM = (trao(%(0)) + (0 — 8)7 (60 — 6))"/2. (3.22)

Valores da REQM préximos de zero indicam bom desempenho no processo de estimacao.
As Tabelas 3.2, 3.3 e 3.4 apresentam os valores médios da REQM para os 10000 con-

juntos de dados simulados com desvio padrao A\; = 0,5;1,0 e 1,5, respectivamente.

Podemos notar, em todos os casos, que a REQM diminui conforme o ntimero de ob-
servagoes por individuo n; aumenta, para valores fixos de nimero de individuos N e de

desvio padrao dos interceptos aleatorios (A1, A2), indicando que o desempenho do processo
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de estimacao melhora com uma maior quantidade de informagao por individuo. Na Ta-
bela 3.2, por exemplo, para \;y = 0,5; Ay = 0,5 ¢ N = 150 os valores da REQM sao
(0,476;0,339;0,252;0,210) para n; = 3;5;8 e 12, respectivamente. A REQM também di-
minui conforme o nimero de individuos N aumenta, para valores fixos de ntimero de ob-
servagoes por individuo n; e de desvio padrao dos interceptos aleatérios (Aq, Az). Como
exemplo, na Tabela 3.3, para Ay = 1,0; Ay = 0,5 e n; = 12, os valores da REQM sao
(0,842;0,561;0,449;0,346;0,284) para N = 20;40;60; 100 e 150, respectivamente. Além
disso, podemos notar que a REQM aumenta conforme o valor de A\, aumenta, para valores
fixos de A;, do nimero de individuos N e do ntimero de observagoes por individuo n;, o
que indica que o desempenho do processo de estimacgao diminui conforme a variabilidade do
intercepto aleatério em o aumenta. Na Tabela 3.4, por exemplo, para Ay = 1,5; N = 60
e n; = 3, os valores da REQM sao (1,134;1,244;1,364) para A\, = 0,5;1,0 e 1,5, respec-
tivamente. A exce¢ao esta nos casos de N = 20, n; = 3, \y = 0,5;1,0e 1,5 e N = 20,
n; = 5, Ay = 0,5. Notamos também, de acordo com os resultados das Tabelas 3.2 a 3.4,
que a REQM aumenta conforme \; aumenta, para N, n; and A\ fixos. Por exemplo, para
Ay =1,5; N =60 e n; = 3, os valores da RMSE sao (1,062;1,192; 1,364) para \; = 0,5;1,0
el,5.

Em geral, a partir do estudo de simulagao realizado podemos concluir que o processo de
estimacao tem melhores resultados quando existe uma maior quantidade de informacao e

quando a variabilidade dos interceptos aleatérios é pequena.
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Tabela 3.2: REQM das estimativas dos pardmetros do modelo beta normal com A1 =0, 5.

N n; )\2:0,5 )\2:1,0 )\2:1,5

3 2897 3,188 2,296
o 0 1388 1,499 1,497
8 00918 0,995 1,116
12 0,706 0,807 0,950
3 1,250 1,462 1,472
o 5 08l 0,860 0,954
8 0572 0,638 0,782
12 0,435 0,558 0,745
3 0,937 1,014 1,062
o 5 05% 0,663 0,756
8 0,430 0,518 0,658
12 0,347 0,443 0,656
3 0,638 0,688 0,727
o 5 0432 0,459 0,570
8 0315 0,387 0,540
12 0257 0,356 0,537
3 0476 0,528 0,566
50 5 0.339 0,368 0,466
8 0,252 0,314 0,478
12 0210 0,295 0,407

Tabela 3.3: REQM das estimativas dos pardmetros do modelo beta normal com A1 = 1,0.

N n; )\2:0,5 )\2:1,0 )\2:1,5

3 3,428 3,401 3,287
o B L601 1,683 1,773
8 1,075 1,135 1,312
12 0,842 0,978 1,136
3 1,486 1,594 1,652
o 5 0906 0,953 1,083
8 0,670 0,760 0,969
12 0,561 0,677 0,929
3 0,995 1,127 1,192
o 5 067 0,770 0,891
8 0514 0,635 0,816
12 0,449 0,572 0,814
3 0,683 0,767 0,859
o 5 0484 0,561 0,708
8 0,391 0,486 0,685
12 0,346 0,467 0,677
3 0531 0,574 0,697
50 5 0375 0,438 0,598
8 0314 0,411 0,593

—_
[\

0,284 0,390 0,540
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Tabela 3.4: REQM das estimativas dos pardmetros do modelo beta normal com A1 = 1,5.

N ni X=05 X=10 =15
3 3,577 3,619 3,506
0 0 LI 1,822 1,868
8 1,279 1,369 1,543
12 1,075 1,191 1,458
3 1,645 1,737 1,789
o 5 L3l 1,157 1,301
8 0,857 1,000 1,189
12 0,771 0,928 1,181
3 1,134 1,244 1,364
o 5 0816 0,903 1,092
8 0,693 0,816 1,061
12 0,646 0,805 1,050
3 0,777 0,859 1,005
o 5 0593 0,692 0,909
8 0,556 0,677 0,901
12 0,553 0,675 0,895
3 0,599 0,682 0,963
50 5 0491 0,641 0,861
8 0,490 0,590 0,822
12 0454 0,573 0,792

3.5 Conclusoes

Neste capitulo abordamos o problema de modelar a relagao entre uma variavel resposta
com uma distribuicao beta medida ao longo do tempo, e um conjunto de varidveis explica-
tivas. Vérios aspectos foram levados em conta ao serem propostos os modelos de regressao
beta com interceptos aleatérios em que a variavel resposta é parametrizada em termos da
média e da dispersao.

A flexibilidade da formulacao proposta permite explicar de maneira mais clara as relagoes
que descrevem a heterogeneidade de médias entre individuos e a dispersao entre observagoes
repetidas num individuo usando preditores lineares e fungoes de ligacao adequadas. Pro-
pomos um método de estimacgao dos parametros desses modelos e uma metodologia para
obter as predi¢oes dos interceptos aleatorios. Para aproximar a fungao de verossimilhanca
foi utilizado o método de quadratura de Gauss-Hermite. A predi¢ao dos interceptos aleato-
rios foi realizada considerando a metodologia do melhor preditor de Bayes empirico. Vale a
pena ressaltar que a metodologia proposta permite obter os componentes de variancia dos
interceptos aleatérios em conjunto com as estimativas de maxima verossimilhanca dos efeitos
fixos, sem a necessidade da especificagao de distribui¢oes a priori e hiperparametros.

O estudo de simulacao mostrou que o aumento no nimero de individuos pode melhorar o
desempenho do processo de estimacao. Além disso, os resultados mostram que o desempenho

aumenta conforme a variabilidade dos interceptos aleatorios diminui.
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3.5



Capitulo 4

Modelo de regressao beta com intercepto

aleat6rio nao normal

A suposigao de normalidade dos efeitos aleatorios é usual nos modelos lineares mistos pela
conveniéncia matematica e computacional uma vez que a verossimilhanga marginal pode ser
expressa em forma fechada e a inferéncia estatistica pode ser realizada usando técnicas de
otimizacao convencionais e disponiveis em pacotes computacionais amplamente conhecidos.
Segundo Pinheiro et al. (2001) e Zhang e Davidian (2001) apesar destes modelos oferecerem
flexibilidade na modelagem da correlacao em cada individuo a suposicao de normalidade é
muito restrita e sofre de falta de robustez contra observagoes discrepantes e, portanto, estes
modelos nao podem fornecer estimativas exatas da variagao entre individuos. Embora alguns
estudos sugerem que a inferéncia sobre os efeitos fixos pode ser robusta a nao normalidade
dos efeitos aleatorios (Verbeke e Lesaffre, 1997), ha também resultados de inconsisténcias
nas estimativas de efeitos fixos e aleatérios sob a especificacao incorreta da distribuicao dos
efeitos aleatorios (McCulloch e Neuhaus, 2011). Assim, ¢ de interesse relaxar a suposigao
de normalidade na distribuicao dos efeitos aleatérios. Alguns exemplos de trabalhos com
este interesse incluem o trabalho de Lin e Lee (2008) sobre modelo linear misto com efeitos
aleatorios normais assimétricos para dados longitudinais, o artigo de Zhang et al. (2008)
que trata de um modelo linear misto com distribuicao log-gama na inclinacao aleatoria e
o trabalho de Fabio et al. (2012) que aborda um modelo misto Poisson com distribui¢ao

log-gama generalizada para os efeitos aleatorios.

O modelo considerado neste capitulo estende o modelo proposto no Capitulo 3, no sen-

tido que aqui consideramos interceptos aleatérios com distribui¢ao nao normal.

Na Secao 4.1 apresentamos o modelo proposto. Na Sec¢ao 4.2 é desenvolvido um método
de estimagao dos parametros do modelo com a abordagem proposta por Liu e Yu (2008). Um
estudo de simulacao que tem por objetivo avaliar o desempenho do processo de estimacgao

dos parametros é apresentado na Secao 4.4. Finalmente, na Secao 4.5 sao apresentadas as
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conclusoes do capitulo.

4.1 Modelo proposto

Nesta secao apresentamos o modelo de regressao beta com intercepto aleatério nao nor-
mal e mostramos trés modelos que podem ser considerados para anélise de dados na forma

de taxas, porcentagens ou proporc¢oes medidas em escala continua ao longo do tempo.

Seja y;; o valor da variavel resposta para o ¢-ésimo individuo no tempo ¢;;, ¢ =1,..., N,
7 =1,...,n;. No modelo beta com intercepto aleatério nao normal assumimos que, condi-
cional aos efeitos aleatorios ;1 € 7;2, as respostas v;1, Yi2, - - - , Yin, s@0 independentes e cada

uma segue uma distribuigao beta com funcao densidade dada por (2.8) e os efeitos aleatorios
Vi1 € Y2 sao independentes e identicamente distribuidos com fungao densidade f(7yi1; A1) e

f(7i2; A2), respectivamente. A representacao do modelo é dada por

ind
Yij \ Yi1s Vi ~ Be(/%’j,%j),
iid
Yir ™ f(%'l;}\l), (4-1)
iid
Yi2 ~ f(%'z;}\z)a

e pelos componentes sisteméaticos

91 (i) = nijn = 581 + Y,

! (4.2)
92(045) = Mij2 = T5585 + Y2,

. . . . - T o
para 1 = 1,2,...,N e J] = 1,2,...,’”1‘, €m que I = ('Tijllyxij217"';xijp11) € X0 =
(@ij12, Tij Tijp,2)| s20 vetores associados aos efeitos fixos de dimensdo p; X 1 e py x 1

17125 L4522, « - - 5 Lijpo2 b1 b2 )
: : _ T _ T o A
respectivamente; B3, = (511, B21, -+ -5 Bpi1) € By = (Bi2, B2z, .-, Bpy2)  s@o vetores de para-

metros desconhecidos a serem estimados de dimensoes p; X 1 e py X 1, respectivamente e
Yi1 € iz sa0 os interceptos aleatorios associados ao i-ésimo individuo. As fungoes de ligagao
g1:(0,1) > Regy: (0,1) - R sdo fungdes conhecidas, estritamente monoétonas a duas

vezes diferencidveis. Alguns exemplos dessas funcoes foram apresentados na Secao 3.1.

As fungoes densidade de probabilidade f(vi1; A1) e f(7i2; A2) denotam as distribui¢oes
dos interceptos aleatérios com média zero e vetor de parametros A; e Ay, respectivamente. A
seguir serao apresentados trés modelos de regressao beta com efeitos aleatorios nao normais

que seguem a estrutura do modelo dado em (4.1) e em (4.2).
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4.1.1 Modelo beta log-gama

Supondo que os y;; seguem uma distribui¢ao beta com funcao densidade de probabilidade
dada por (2.8) e os efeitos aleatorios 7,1 € ;2 seguem uma distribuigao log-gama com fungao
densidade de probabilidade dada por (2.9) tem-se que o modelo beta log-gama é representado

por

ind
Yij | i, vz ~ Belpij, 0ij),
iid
Y1 ~ LG(A1), (4.3)
iid
Yiz ~ LG(A2),
e pelos componentes sisteméaticos (4.2). Neste modelo o vetor de parametros é dado por
0 = (B],B5, 1, )", com espaco paramétrico associado dado por ® = {8 € R? | B, € R,
By € RP2 N\ € RT, Ay € RT}, em que p = p; + p2 + 2.

4.1.2 Modelo beta t-Student

Considerando-se a distribuigao beta com fun¢ao densidade de probabilidade dada por
(2.8) para y;; e a distribuicao ¢-Student para os efeitos aleatorios 7,1 € 7,2 dada por (2.10),
o modelo beta t-Student é dado por

ind
Yij | Yir, vie ~ Be(pij, 045),
iid
Yir ™~ tul) (44)
iid
Yio ™ by,
e pelos componentes sistematicos (4.2). O vetor de parametros associado a este modelo é
dado por 8 = (B, ,8,)", com espaco paramétrico ® = {@ € R? | 3, € R", 3, € R”*}, em
que p = p; + p2. Dado que estamos assumindo fixos e conhecidos os graus de liberdade 14
e 5 podemos particularizar o modelo beta t-Student usando valores de um nos graus de
liberdade de ambas as distribuigoes t-Student (4 = 1,15 = 1) e denominé-lo de modelo
beta Cauchy.

4.1.3 Modelo beta exponencial poténcia

Supondo que y;; segue uma distribui¢ao beta com funcao densidade de probabilidade
dada por (2.8) e os interceptos aleatérios i1 e 7z seguem uma distribuigao exponencial

poténcia dada por (2.11) tem-se que a representacao do modelo beta exponencial poténcia
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¢é dada por

ind
Yij | ity iz ~ Be(pij, i),
iid
Yil l’lw EP(07A17V1)7 (45)
iid
Vi2 1’1\’ EP(07 )\27 1/2)7
e pelos componentes sisteméaticos (4.2). Assumindo fixos e conhecidos vy e 15, 0 vetor de pa-
rametros deste modelo é dado por @ = (B, , 35, M\, \2) ", em que o espaco paramétrico é de-
finido como ® = {0 € R? | B, € R, B, € R”2, \; € RT,\y € RT}, em que p = p; +pa+2.
Se para ambos os efeitos aleatorios se considera o parametro de curtose fixo e igual a um

(1 = 1,15 = 1) 0 modelo é chamado de modelo beta Laplace.

As expressoes para a média, varidncia, covariancia e correlacao da distribuicdo marginal
de y;; para os modelos com intercepto aleatério nao normal sao as mesmas que as apresen-
tadas nas Secoes 3.1.1, 3.1.2 e 3.1.3, ja que estas nao dependem da distribui¢ao dos efeitos
aleatorios. As expressoes da média e variancia da distribuicao marginal de y;; serao utilizadas

no Capitulo 6

4.2 Estimacao

De forma similar ao modelo de regressao beta com intercepto aleatério normal a inferén-
cia estatistica para o modelo de regressao beta com efeitos aleatorios nao normais é baseada

no método de maxima verossimilhanca como se descreve a seguir.

Considerando o modelo determinado por (4.1) e (4.2) e sendo y; = (Y1, Yz, - - - » Yin,)

o vetor de observagoes no individuo i, a funcao densidade de probabilidade conjunta de

(Y;, Vi, Viz) € dada por

f(Yi,vir,7i2; 0) = Hf(yij | Vi, Yizi By Ba) - f(vin; M) f (vi2s Aa),

Jj=1

e a fun¢ao de verossimilhanga para € baseada em y, é dada por
Li(6) = /]R2 LT £ Qi | vins iz Brs Ba) - f (i Au) £ (izs Ag) dyandryaa, (4.6)
j=1

em que f(vi; | i1, Yiz; B, Bo) € a funcao densidade de probabilidade condicional de y;; dados
Yi1, Yiz € f(i1; A1) e f(7i2; Ag) sdo as respectivas fungoes densidades de probabilidades de

Vi1 € Vi2-
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Como ja foi discutido no Capitulo 3 a fungao de verossimilhanga (4.6) nao tem expre-
sao analitica ou de forma fechada e precisa-se usar algum método numérico para aproximar
essa funcao e posteriormente utilizar métodos de otimizacao para a obtencao dos pontos de

maximizacao.

Uma abordagem alternativa para obter as estimativas de maxima verossimilhanca aproxi-
mada é usar o método de reformulagao da verossimilhanca para modelos de efeitos aleatorios
nao normais proposto por Liu e Yu (2008). Essa abordagem foi usada em modelos com efei-

tos aleatorios log-gama e de mistura de duas normais.

O método consiste em multiplicar e dividir o integrando de L;(€) por duas densidades
normais padrao, ¢(v;1) e ¢(7;2), como segue

S (vis A1) f(viz; A2)
¢(vi1)  P(vi2)

Li(0) = /]R2 T #(is 1 vir, i2: 81 Bo) - o(vi1)p(vi2) dyirdia. (4.7)
j=1

Uma vez reformulada L;(6) podemos definir a fun¢do de verossimilhanga para 6 baseada

emy = (yla"'ayN)T €oImo

N n;
7 f(vi1; A1) f(i2; Aa)
L(8) = il_[l/Rle_Ilf(yij | vi1, vi2; By, Ba) - QZ(’lm)l (Z(,Qm)z (vi1)P(vi2) dyindiz,

de modo que o logaritmo da funcao de verossimilhanca pode ser escrito como

N n;
_ T 1 S A) f(rizs Ag) R
5(0) - ; log /RQ ]];[1 f(yl_] ‘ Yil, Vi2s ,@1, 52) d)(%l) ¢('7i2) ¢(7@1)¢(7¢2) d’721d712

Assim, podemos usar a quadratura de Gauss-Hermite multidimensional dada em (2.5) para

aproximar ¢(0) como segue

N Qi Q2 ny A A
(0)= Y log (Z > TT | 00 80,) - Lo L e f)wmwkg) ey
i=1 k1=1 ka=1 j=1 k1 k2

Para estimar o vetor de parametros dos modelos de regressao beta com intercepto aleato-
rio log-gama, t-Student e exponencial poténcia, podemos usar a funcao blmmML do pacote
BLMM. Os pontos e pesos da quadratura de Gauss-Hermite multidimensional podem ser

calculados com a fun¢ao GHQ. Detalhes das fungoes sao apresentados no Capitulo 8.

4.3 Predicao dos efeitos aleatoérios

Para os modelos de regressao beta com interceptos aleatoérios nao normais propomos

usar o método do preditor de Bayes empirico para obter o melhor preditor dos interceptos
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aleatorios. Para resolver as integrais envolvidas na predicao usamos a aproximacao de Liu e

Yu (2008), de modo que a predigdo para 7;; € ;2 ¢ dada por

Vi1 = E[%‘l | Yijs é]

fR2 Vi1 1:[ f(yis | ’Vi1>’}’i27,31>52)f(%;;1)\)1) f$(§;32)¢(%1)¢(%2) dyindyie

= R Y (49)

fle H fyis | %b%%ﬂpﬂz) 7,1“)\1 fg{ijjf)cb(%l)czﬁ(%z) dyindyiz

Yi2 = B[z | Yiss 0]
ni 1A Y
f]R2 Vi2 1:[ Sy | 7i177i2>/817/32)f(7;“)1) ff,?(iﬂf)cb(%l)@ﬁ(%z) dyadio

= — - ) (4.10)

fRz H fyis | ’Yu;%%ﬁbﬁz) 7;?1 fﬁ(iﬁﬁ%(%)ﬂm) dyadyis
emquei=1,2,...,Nej=1,2,...,n; As integrais no numerador e denominador de (4.9)

e (4.10) sao resolvidas por meio da quadratura de Gauss-Hermite, da mesma forma que
a integral (4.7). A predicdo dos efeitos aleatoérios ndo normais é implementada na fungao

re.prediction do pacote BLMM explicada em detalhes no Capitulo 8.

4.4 Estudo de simulacao

Nesta secao apresentamos resultados de um estudo de simulacao que considera varios
cenarios para o modelo de regressao beta com intercepto aleatério, a fim de avaliar o de-
sempenho do processo de estimagao quando a distribuigao dos efeitos aleatorios segue uma

distribuicao nao normal.

Analisamos trés diferentes cenarios descritos a seguir para o modelo de regressao beta com
intercepto aleatério nao normal. No primeiro cenario consideramos o modelo de regressao
beta com intercepto aleatorio log-gama. O modelo de regressao beta com intercepto aleatoério
t-Student é considerando no segundo cenario. No ultimo cenario consideramos o modelo de
regressao beta exponencial poténcia. As variaveis consideradas na estrutura de regressao dos
modelos foram xz;; e t;, geradas de acordo com uma distribui¢ao uniforme U(0; 1) e de acordo
com a expressao t; = (n; — 1)/n;, respectivamente. Para cada cenario 10000 réplicas foram
obtidas e para cada um dos vetores de parametros 3; = (811, o1, 331) " € By = (P12, Boz, B2) "

foram considerados os seguintes valores fixos: 3, = B, = (—0,15;0, 15; —0,15)".

Consideramos N = 20;40;60; 100 e 150 individuos e n; = 3;5;8 e 12 observagoes por in-
dividuo. A fungao logito foi escolhida para os parametros p e o. Utilizamos a fun¢ao b lmmML

do pacote BLMM para obter as estimativas de maxima verossimilhanca com )1 = ()2 = 8
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pontos de quadratura.

O desempenho do processo de estimacao é avaliado por meio da raiz do erro quadratico
médio (REQM) definida em (3.22).

4.4.1 Cenario 1: Modelo beta log-gama

Neste cenério o modelo de regressao beta com intercepto aleatério log-gama apresenta a

estrutura dada em (4.3) com

g (i) = Bu1 + Bazij + Baiti + i,

(4.11)
g (0ij) = Pra + Pasxij + Baati + Vios

emquet=1,2,...,Nej=1,2,... n; Consideramos trés valores diferentes para o para-
metro da distribuicao log-gamma, \; = Ay = 0,22;0,7 e 1,22, de modo que a variancia da
distribuicao dos interceptos aleatorios asume valores de 0,25;1,0 e 2,25, para cada combi-

nacao do namero de individuos N e niimero de observagoes por individuo n;.

Os resultados sao apresentados nas Tabelas 4.1 a 4.3. Destas tabelas pode-se notar que a
REQM aumenta quando Ay aumenta, dados os valores de A1, NV e n;. Por exemplo, quando
A = 0,22; N = 20 en; = 8 a REQM ¢é 0,906;0,912 e 1,063 para valores de Ay de
0,22;0,70 e 1,22, respectivamente. Vale a pena destacar que o aumento no valor de A;
resulta num maior valor da REQM mas com maior efeito do que o aumento no valor de
Ao, por exemplo, quando Ay = 0,22; N = 20 e n; = 8 a REQM ¢é 0,906;1,046 e 1,251
para valores de Ay de 0,22;,0,70 e 1,22, respectivamente. Um aumento do valor de A\; e
Ao indica maior assimetria na distribuicao do efeito aleatorio associado com a média e a
dispersao, respectivamente. Também podemos destacar que em todos os casos observados
quando o namero de observagoes por individuo e o ntimero de individuos aumenta, obtemos

os resultados esperados, ou seja, a REQM decresce quando fixamos A; e As.

4.4.2 Cenario 2: Modelo beta t-Student

Neste cenario admitimos que o modelo de regressao beta com intercepto aleatério t-

Student apresenta a estrutura (4.4) com

g (i) = Bu1 + Bazij + Baiti + i,

(4.12)
g (0ij) = Pra + Pasxij + Baati + Vios

parat=1,2,...,Nej=1,2,...,n,;. Consideramos os graus de liberdade, 1 e 15, fixos nos
valores de 3 e 4. Com esses valores a variancia da distribuicao t-Student é dada por 3 e 2,

respectivamente.
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Tabela 4.1: REQM das estimativas dos pardmetros do modelo beta log-gama com A1 = 0,22.

N n; )\2 = 0,22 )\2 = O, 70 )\2 = 1,22

3 2402 2,436 2,530
o 0 102 1,120 1,397
8 0,906 0,912 1,063
12 0,718 0,744 0,808
3 1,202 1,266 1,347
o 5 07 0,762 0,864
8 0,559 0,590 0,690
12 0476 0,521 0,628
3 0,853 0,921 1,003
o 5 0588 0,607 0,602
8 0,447 0,464 0,567
12 0,393 0,426 0,534
3 0,619 0,629 0,736
oo 5 0ALl 0,442 0,534
8 0,331 0,367 0,457
12 0,298 0,353 0,457
3 0,483 0,487 0,603
50 5 032 0,343 0,462
8 0,256 0,308 0,408
12 0,242 0,307 0,396

Tabela 4.2: REQM das estimativas dos pardametros do modelo beta log-gama com A1 = 0, 70.

N n; )\2 = 0,22 )\2 = 0, 70 /\2 = 1,22

3 2112 2,595 2,737
o 0 1480 1,450 1,519
8 1,046 1,072 1,206
12 0,893 0,929 1,088
3 1,321 1,349 1,364
o B 084 0,874 0,985
8 0,635 0,695 0,836
12 0572 0,644 0,797
3 0,953 1,000 1,075
o 0 0641 0,680 0,784
8 0,507 0,570 0,679
12 0,456 0,546 0,664
3 0,654 0,670 0,800
o 5 0459 0,494 0,631
8 0,384 0,437 0,551
12 0,357 0,435 0,546
3 0511 0,527 0,633
50 5 0367 0,380 0,515
8 0,307 0,352 0,482
12 0,292 0,340 0,481
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Tabela 4.3: REQM das estimativas dos pardmetros do modelo beta log-gama com A1 = 1,22.

N n; )\2:0,22 )\220,70 )\2:1,22

3 2621 2,695 2,722
o 0 L519 1,598 1,669
8 1,251 1,260 1,394
12 1,132 1,208 1,369
3 1,408 1,492 1,541
o 5 Lood 1,011 1,084
8 0,796 0,852 1,005
12 0,747 0,851 1,000
3 1,112 1,125 1,130
o 5 0801 0,876 0,884
8 0,637 0,714 0,831
12 0,588 0,704 0,824
3 0815 0,831 0,879
o 5 0613 0,614 0,705
8 0,490 0,548 0,703
12 0,464 0,538 0,646
3 0,657 0,673 0,735
50 5 0501 0,530 0,596
8 0,402 0,444 0,590
12 0,398 0,409 0,530

Os resultados de todas as combinagoes em relacao a N, n; e graus de liberdade estao
apresentados na Tabela 4.4. Nota-se que o aumento na variabilidade do intercepto aleatério
de p ou equivalentemente uma diminui¢cao dos graus de liberdade v, produz um aumento
na REQM, por exemplo, para s = 4, N = 60, n, = 5 a REQM ¢ 0,678 e 0,696 para
valores de 1, de 4 e 3, respectivamente. De forma similar, o aumento na variabilidade do
intercepto aleatorio de o produz um aumento na REQM. Os menores valores da REQM
sao encontrados quando o niimero de individuos e o ntimero de observagoes por individuo é

grande, N = 150 e n; = 12 dado que quando estes aumentam a REQM disminui.

4.4.3 Cenario 3: Modelo beta exponencial poténcia

Neste cenario, supomos que o modelo de regressao beta com intercepto aleatério expo-

nencial poténcia segue a estrutura (4.5) com

g (tij) = P11 + Barwij + Baiti + v,

(4.13)
g (0i5) = P2 + Bazwij + Baati + Viz,

emquei=1,2,...,Nej=12,...,n; Aqui consideramos valores de 0,44;0,89 e 1,33
para os parametros de escala, A1 e Ao, e de 1,5 para os dois parametros de curtose, vy e 1. A

variancia dos interceptos aleatérios é dada por 0,25;1,0 e 2,25, para os valores de Ay, Ay,
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Tabela 4.4: REQM das estimativas dos pardmetros do modelo beta t-Student com vy =4 e v; = 3.

vy =4 v =3
N n; 1/2:4 1/2:3 1/2:4 1/2:3
3 2,823 2867 2,853 2,886
0 5 1400 1486 1,476 1,489
8 1,174 1,181 1,179 1,183
12 1,013 1,128 1,098 1,132
3 1,387 1,389 1,442 1,451
40 5 0,886 0,914 0,890 0,918
8 0,766 0,784 0,767 0,793
120,750 0,762 0,763 0,779
3 1,013 1,015 1,031 1,036
o 5 0678 0693 0,696 0,699
8§ 0,602 0,629 0,604 0,634
120,582 0,604 0,591 0,631
3 0,727 0,729 0,740 0,754
100 5 0,501 0,520 0,519 0,543
§ 0451 0,481 0,468 0,474
12 0,442 0,451 0,459 0,460
3 0,570 0,072 0,580 0,608
sg B 0416 0570 0,420 0,436
8 0,380 0,395 0,398 0,427
120,375 0,386 0,384 0,409

e 15 considerados.

Nota-se das Tabelas 4.5, 4.6 e 4.7 que a REQM diminui conforme o ntiimero de individuos
e o numero de observagoes por individuo aumenta para \; e Ay fixos. Além disso, a REQM
aumenta conforme o parametro de escala de o aumenta, para valores fixos de A\;, N e
n;. Observa-se também que o aumento no parametro de escala de p aumenta a REQM,
por exemplo, com N = 20, n;, = 8 e Ay = 0,89 a REQM ¢é 0,907;1,008 e 1,028 para
A =0,44;0,89 e 1,33, respectivamente.



4.5 CONCLUSOES 41

Tabela 4.5: REQM das estimativas dos pardmetros do modelo beta exponencial poténcia com vy =
vo =1,5 e Ay =0,44.

N n; M=0,4 X=0,8 X=133

3 2,787 2,835 2,856
o 5 1359 1,395 1,430
8 0,960 1,001 1,040
12 0,754 0,907 1,030
3 1,322 1,319 1,326
o 5 0808 0,823 0,886
8 0583 0,619 0,682
12 0,508 0,606 0,618
3 0,950 0,991 0,989
o 0 06 0,629 0,636
8 0471 0,487 0,550
12 0410 0,483 0,545
3 0,604 0,670 0,689
o 5 0440 0,454 0,482
8 0333 0,383 0,433
12 0,331 0,380 0,423
3 0,490 0,513 0,517
50 5 0313 0,363 0,402
8 0272 0,337 0,362
12 0,265 0,327 0,361

4.5 Conclusoes

O objetivo deste capitulo foi apresentar extensoes dos modelos de regressao beta usuais
relaxando a suposicao de normalidade dos efeitos aleatorios. Nestes novos modelos a distri-
buicao dos interceptos aleatorios assume-se que segue uma distribuigao assimétrica negativa
como a log-gama ou uma distribuicao simétrica de caudas mais pesadas do que a normal
como a t-Student e a exponencial poténcia, assim como os casos particulares Cauchy e La-
place.

Propomos um método de estimagao dos parametros dos modelos e de predigao dos intercep-
tos aleatérios baseado numa reformulagao da fungao de verossimilhanca. Essa abordagem em
conjunto com o método de Gauss-Hermite facilita a obtencao tanto das estimativas de méa-
xima verossimilhanc¢a quanto dos melhores preditores dos interceptos aleatérios. A vantagem
do método proposto neste trabalho com os trabalhos que existem nesta classe de modelos é
a flexibilidade e a generalidade dado que permite acomodar diversos tipos de distribuigoes
nos interceptos aleatorios tais como distribui¢oes com multimodalidade e assimetria.

Os resultados do estudo de simulagao mostram que, sob as condigoes definidas, o desem-
penho do processo de estimacao apresenta resultados similares nos modelos beta log-gama,

beta ¢-Student e beta exponencial poténcia.
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4.5

Tabela 4.6: REQM das estimativas dos pardmetros do modelo beta exponencial poténcia com v =

v, =1,5 e =0,89.

N ni X=044 X =0,8 X=133
3 2,561 2,689 2,764
o 5 1335 1,399 1,400
8 1,015 1,062 1,109
12 1,005 1,008 1,107
3 1,245 1,318 1,329
o 5 0853 0,861 0,874
8 0,637 0,683 0,750
12 0,563 0,680 0,740
3 0,986 0,995 0,997
o 5 0649 0,651 0,665
8 0,497 0,519 0,595
12 0,452 0,514 0,536
3 0,684 0,689 0,604
o 5 0468 0,481 0,505
8 0,377 0,423 0,466
12 0,351 0,414 0,464
3 0,522 0,524 0,542
50 5 0357 0,389 0,415
8 0,307 0,359 0,387
12 0288 0,352 0,367

Tabela 4.7: REQM das estimativas dos pardmetros do modelo beta exponencial poténcia com vy =

vo=1,5¢ A\ =1,33.

N ni d=044 X=0,8 =133
3 2103 2121 2,615
0 0 1410 1,432 1,444
8 1,061 1,120 1,170
12 0,935 1,028 1,117
3 1,256 1,290 1,296
o 5 0865 0,874 0,886
8 0,691 0,723 0,803
12 0,639 0,722 0,792
3 1,00 1,754 1,973
o 5 0660 0,661 0,686
8 0,553 0,587 0,625
12 0,523 0,563 0,615
3 0,700 0,700 0,710
oo 5 0491 0,500 0,541
8 0,426 0,470 0,522
12 0,402 0,467 0,508
3 0,551 0,553 0,560
50 5 0391 0,409 0,446
8 0,342 0,369 0,417
12 0,333 0,358 0,405




Capitulo 5

Modelos de regressao beta com

intercepto e inclinacao aleatoéria

Neste capitulo abordamos duas extensoes do modelo de regressao beta com intercepto
aleatorio. A primeira refere-se a insercao da inclinagao aleatoria ao modelo e a segunda ao

ajuste do modelo com distribui¢oes de contornos elipticos nos efeitos aleatorios.

Vérios trabalhos sobre modelos de regressao beta com coeficientes de regressao aleatorios
podem ser encontrados na literatura. Sob uma abordagem frequentista, Verkuilen e Smithson
(2012) usam distribuigdes normais multivariadas para os efeitos aleatorios e por sua vez, sob
uma abordagem bayesiana, Bonat et al. (2012) e Figueroa-Zuniga et al. (2012) desenvolvem
modelos com efeitos aleatorios multivariados. No contexto das distribuigoes elipticas, diver-
sos autores tém usado essa classe de distribuicoes em modelos nao lineares, ver por exemplo
Russo (2010) e Meza et al. (2012), e em modelos multiniveis, Solaro e Ferrari (2007) e Manghi
(2011).

Na Secao 5.1 apresentamos o modelo de regressao beta com intercepto e inclinacao alea-
toria, assumindo efeitos aleatérios distribuidos conforme a distribuicao de contornos elipticos
detalhando alguns casos particulares. Na Secao 5.2 a estimacao de parametros do modelo
proposto é descrita. Um estudo de simulagao supondo que os efeitos aleatorios seguem uma
distribuicao normal bivariada com diferentes estruturas de variancia-covariancia é apresen-

tado na Secao 5.3. Finalmente, na Se¢ao 5.4 sao apresentadas as conclusoes do capitulo.

5.1 Modelo proposto

Seja y;; o valor da variavel resposta para o i-ésimo individuo no tempo ¢;;, ¢ =1,..., N,
j = 1,...,n;. Assumimos que, condicional aos vetores de efeitos aleatérios v,; e v,;, as
respostas ¥i1, Yo, - - . Yin, Sa0 independentes e cada uma segue uma distribuicao beta com

funcao densidade de probabilidade dada em (2.8). Assumimos também que os vetores de

43
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efeitos aleatorios =,; e 7,; sao independentes entre si. O modelo de regressao beta com

intercepto e inclinacao aleatoria assume a forma

ind
Yij | Yir, Vi ~ Be(pij, 045),
iid
Vi ~ Ela(0,3), (5.1)
iid
Yiz ™ El2(07 22)7
comi=12....N j=12....n;v;= (%’11,%21)T € Y2 = (%’127%22)T- Os parametros

Itij e 0;; satisfazem as seguintes relagoes funcionais

91(pij) = nij1 = w;‘;lﬁl + zile’Yib

Y Y (5.2)
G2(045) = Nijo = wmﬁQ + Zi59Yi2

€m que mijl = (xij117 Tijoly - - - axijpll)—r (§] mijg = (IL‘Z‘jlg, Tij22y - - - ,J)Z‘jng)T contém valores das
variaveis explicativas associadas aos efeitos fixos, z;j; e z;;2 contém valores das variaveis ex-
plicativas associadas aos efeitos aleatorios, By = (Bi1, Bo1, - - -5 Bpi1) | € By = (Biz, B2 - - - Bpo2) |
contém os parametros desconhecidos fixos e 7;; e 7,5, sao vetores bidimensionais de efeitos
aleatérios do individuo ¢ associados & estrutura de regressao de p;; e o;;, respectivamente.
As fungoes de ligacao g1 : (0,1) = R e g2 : (0,1) — R sdo fungdes monotonas crescentes e

duplamente diferenciaveis. Exemplos destas fungoes sao apresentados na Secao 3.1.

Os vetores 7,; e 7, seguem uma distribuicao eliptica bivariada com média 0 e ma-
triz de escala 3i; e 3y, respectivamente. Estas matrizes sao proporcionais as matrizes de
variancia-covariancia de 7y;; e 7,, por uma quantidade ¢y que depende da distribuigao elip-
tica assumida. Na Segao 2.5.5 sao definidos os valores ¢y para algumas distribuigoes que
pertencem a classe de distribuigoes elipticas. Vale a pena ressaltar que, sob o caso normal,

00:1.

Varias estruturas de variancia-covariancia podem ser especificadas para as matrizes 3
e X, veja por exemplo Wolfinger (1993), Littell et al. (2000), Camarinha (2002) e Searle
et al. (2006). No modelo (5.1) optamos por adotar as matrizes com estrutura de covariancia:
simples (S), de componentes de variancia (CV), auto-regressiva de ordem 1 (AR-1) e de
simetria composta heterogénea (SCH). Quando usamos a estrutura CV, por exemplo, os
elementos das matrizes X1 e 35 530 A; = (A11, Xa1) | e Ag = (A2, \a2) T, respectivamente. A

Tabela 5.1 apresenta as estruturas adotadas e o niimero de parametros a ser estimados.
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Tabela 5.1: Estruturas de varidncia-covaridncia

Estrutura Exemplo Ntimero de parametros
; (3 0) 1
e\% ( Aol AOQ ) 2
AR(1) ( pAA ”AA ) 2

A1 PV AV A2 )
SCH 3
( PV ALV A2 Ao

A seguir serao apresentados trés modelos de regressao beta com efeitos aleatorios que se-
guem distribuigoes particulares da classe de distribuicoes elipticas a saber: normal, ¢-Student
e exponecial poténcia dadas em (2.14), (2.15) e (2.16), respectivamente. Estes modelos se-

guem a estrutura de regressao (5.1) e (5.2).

5.1.1 Modelo beta normal

Supondo que os y;; seguem uma distribui¢ao beta com fungao densidade de probabilidade
dada por (2.8) e os efeitos aleatorios 7;; e 7,5 seguem uma distribuigdo normal com fungao
densidade de probabilidade dada por (2.14) tem-se que o modelo beta normal com intercepto

e inclinacao aleatoria é representado por

ind
Yij | YirsYiz ~ Be(pij, 0ij),
iid
Yir ~ N2(0,%1), (5.3)
iid
Yiz ~ N2(0, %),
comi=12...,Nej=12,...,n;, Os parametros p;; e 0,; satisfazem as relacoes funcio-
nais dadas em (5.2). Se 3; ou ¥y é uma matriz diagonal o intercepto e a inclinacao aleatoria

de p ou o sao independentes e nao correlacionados.

5.1.2 Modelo beta t-Student

Considerando-se a distribui¢ao beta com fun¢ao densidade de probabilidade dada por

(2.8) para y;; e a distribuigao t-Student para os efeitos aleatorios =;; e 7,, dada por (2.15),
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o modelo beta t-Student com intercepto e inclinagao aleatoria é dado por

ind
Yij | Yitr Viz BG(,[LZ‘j,O'ij),
iid
77,'1 ~ tQ(O,El,Vl), (54)
iid
Yio t2(072271/2)7
comi=12...,Nej=12,...,n; Os parametros y,; e o;; satisfazem as relacoes fun-
cionais dadas em (5.2). Assumindo fixos e conhecidos v e 15 0 vetor de parametros deste
modelo é dado por 8 = (,BlT,,BQT, 31,3,)". Caso os graus de liberdade de ambas as distri-
buigoes t-Student sejam um (14 = 1,15 = 1) este modelo particular é denominado modelo
beta Cauchy.

5.1.3 Modelo beta exponencial poténcia

Assumindo que a y;; segue uma distribuigao beta com funcao densidade de probabilidade
dada por (2.8) e os interceptos aleatorios v,; e ;5 seguem uma distribuicdo exponencial
poténcia dada por (2.16) tem-se que a representagao do modelo beta exponencial poténcia

com intercepto e inclinagao aleatéria é dada por

ind
Yij | Yirs Yie ~ Be(pizs 045,
iid
Vi = EPy(0,34,11), (5.5)
iid
Yi2 '~ EP?(Ov 227 VQ)a
comi¢=1,2,...,Nej=12,...,n, Os parametros j,; ¢ 0;; satisfazem as relagoes funcio-
nais dadas em (5.2). Assumindo fixos e conhecidos v, e v, temos que 6 = (B8], 85, X1, %) "
¢ o vetor de parametros do modelo beta exponencial poténcia. O intercepto e a inclinagao

aleatoria de p ou o sao independentes se e somente se v; = 0 ou v, = 0.

5.2 Estimacao

A inferéncia estatistica para o modelo de regressao beta com intercepto e inclinacao alea-
toria é baseada no método de maxima verossimilhanca. A seguir apresentamos as expressoes

da funcao de verossimilhanca e do logaritmo da funcao de verossimilhanga.
Sejay; = (Yit, Yizs - - - Yin,) | 0 vetor de observacoes do individuoie @ = (3, B, , 31, 3) "

o vetor de parametros do modelo dado em (5.1) e (5.2). Sob a representagao deste modelo a
fungao de verossimilhanga para 6 baseada em y, ¢ dada por

£0) = [ TI Fs 1 7ia- 7 B1.Bo) - s B0) (755 Bo) sy (5.6)
j=1
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em que f(v,1;%51) e f(7;0; 22) sdo as fungoes densidade de probabilidades de v,; € 7;s,

respectivamente.

Como descrevemos na Segao 4.2, para maximizar o logaritmo da fungao de verossimi-
lhanga £(0) reformulamos L;(6) multiplicando e dividindo o integrando por duas densidades
normais padrao bivariadas. Liu e Yu (2008) usaram esta abordagem em modelos lineares

generalizados mistos com efeitos aleatoérios bivariados. Seguindo esta metodologia temos que

f(vir; 1) (725 o)
(vi1) (7:2)

Li(0) = /]R4 H FWij [ vit>Vios B, B2) - (Vi) P(Viz) dvirdviz- (5.7)
j=1

Uma vez reformulada L;(@) obtemos a fungao de verossimilhanga para 6 baseada em y

como segue

N n;
= Z N I ) (v 1) flva E2) ' ' ' '
L(G) - H/]R4j]1f(ylj | 7z1a’7@27517:@2) ¢(721) ¢('}’12) ¢(721)¢(712) d711d712a (58)

e o logaritmo da funcao de verossimilhanca toma a forma

N ng
= 1 I ) f(vi 21) f(vig: B2) 4 _ ' '
8(0) - glog (/]R4 Jl:[l f(yzj | 71177127/317/62) (b(')’ll) Qs(’)’ﬂ) ¢(711>¢(7z2) d721d712) . (59)

A aproximagao da funcao de verossimilhanca pode ser feita por meio da quadratura de
Gauss-Hermite multidimensional. As fungdes GHQ e b1lmmML do pacote BLMM implementado
no R podem ser usadas para calcular os pontos e pesos da quadratura e obter as estimativas

de maxima verossimilhanga do modelo (5.1), respectivamente.

5.3 Estudo de simulacao

Nesta secao apresentamos um estudo de simulacao a fim de avaliar o desempenho do pro-
cesso de estimacao. Consideramos diferentes cenérios com o objetivo de analisar o impacto
do numero de individuos e o niimero de observacoes por individuo. Alem disso, considera-
mos quatro estruturas de variancia-covariancia, descritas na Tabela 5.1, para a distribuicao

bivariada dos efeitos aleatorios.

Para cada cenario, 10000 réplicas foram geradas a partir de um modelo de regressao beta
com efeitos aleatorios normais em que a estrutura de regressao para p é dada pelo intercepto
e a inclinagao aleatoria e a estrutura de regressao para o difere no componente aleatoério,
como é descrito nas Sec¢oes 5.3.1 a 5.3.3. A funcao de ligacao usada para p e o foi a logito.
O numero de individuos considerados foi N = 15,20 e 30 e o niimero de observagoes por

individuo foi n; = 4,6,8 e 10. Seguindo a estrutura de geragao de dados de Bonat et al.
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(2012) a variavel tempo foi obtida de acordo com a expressao t;;1 = tij2 = (j — 1)/(n; — 1).

Para avaliar o desempenho do processo de estimagao usamos a raiz do erro quadrético

médio (REQM) definida em (3.22). Cada um dos trés cenérios sao descritos a seguir.

5.3.1 Cenario 1

Neste cenério consideramos um modelo de regressao beta com efeitos aleatérios normais

na estrutura de regressao de p como segue

ind
?Jz‘j|’7i1 ~ Be(:uijagij)a

i, (5.10)
Yi1 ~ NQ(Oazl)’
com
g (i) = (Bir +var) + (Bar + Yiz1 ) tija, (5.11)
emquei=1,...,Nej=1,...,n; mOs parametros deste modelo sdao 3, = (S11,521)",

Bia, A1 = (M1, A21) " e p1. Os valores considerados nas simulagoes foram 3; = (—0,3;0,6) ",
B2 =—2,0; Ay = (0,5;0,3)" e py = —0,5.

5.3.2 Cenario 2

No cenario 2 assumimos um modelo de regressao beta com intercepto e inclinagao alea-
toria na estrutura de regressao de p e com intercepto aleatério na estrutura de regressao de

0 CoImo segue

ind
yij"7i17%2 ~ Be(uijaaij):
iid
Yir ~~ N2(0> 21)> (5-12)

Yi2 i'fi\}d N((), )\12);

com
g (1i5) = (Bir + var) + (Bar + viz1 ) tija, (5.13)
9(0ij) = (Brz + vi2),

emquei=1,...,Nej=1,...,n,. Os parametros do modelo considerado neste cenario

sao B, = (B11,621)", Bz, A1 = (A1, M21) ", Az e pi. Usamos os seguintes valores para os
parametros: 8, = (—0,3;0,6)", B12 = —2,0; Ay = (0,5;0,3)", A\i2 = 0,3 e p = —0, 5.
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5.3.3 Cenario 3

No cenario 3 supomos um modelo de regressao beta normal com intercepto e inclinacao

aleatoria em p e o como segue

ind
Z/z’j|’)’i1>%2 ~ Be(uij,aij),
iid
Yir ~ Na(0,34), (5.14)

1i.d
Yiz ~ NQ(O’ 22>’

com
g (i) = (Br1r + vinr) + (Bar + vi21)tija,
(5.15)
g (0ij) = (P12 + vir2) + (Baz + Yiz2)tijo,
emquei=1...,Nej=1,...,n; Os parametros do modelo suposto neste cenério sao

By = (5117ﬁ21)T, By = (512, 522)T, A= ()\11, >\21)T7 Ay = (>\12, >\22)T, p1 e p2. Os valores con-
siderados nas simulagoes foram B, = (—0,3;0,6)T, B, = (—=2,0; —=1,5)T, A; = (0,5;0,3)7,
Ao = (0,3;0,5)T, pr = —0,5 ¢ py = —0, 5.

As Tabelas 5.2, 5.3 e 5.4 mostram os resultados das simulag¢oes dos trés cenarios. Nota-se
que a REQM diminui com o aumento do niimero de individuos e do niimero de observa-
¢oes por individuo, para uma determinada estrutura de varidncia-covariancia. Por exemplo,
no cenario 1 quando o ntmero de observacoes por individuo é n, = 8 e a estrutura de
variancia-covariancia ¢ AR(1), a REQM é 0,628; 0,550 e 0,453, para nimero de individuos
de N = 15,20 e 30, respectivamente.

Da Tabela 5.2 nota-se que o aumento do nimero de parametros na estrutura de variancia-
covariancia aumenta o valor da REQM. A Tabela 5.4 mostra que a inclusao de componentes

aleatorios, intercepto e inclinagao, na estrutura de regressao de o aumenta o valor da REQM.

5.4 Conclusoes

Neste capitulo abordamos duas extensoes do modelo de regressao beta usual, a inclusao
da inclinagao aleatéria na estrutura de regressao dos parametros e o uso de distribuigoes
de contornos elipticos na distribuicao dos efeitos aleatérios. Nestes modelos consideramos
também estruturas de variadncia-covaridncia para as matrizes de escala das distribuicoes
consideradas. O estudo de simulacao realizado mostrou que para o nimero de individuos
considerados o processo de estimacao dos parametros obtém os melhores resultados quando

o nimero de parametros a ser estimados é pequeno.
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Tabela 5.2: REQM das estimativas dos pardmetros do modelo beta normal considerado no cendrio
1.

Estruturas de variancia-covariancia

N n; S oY AR1 SCH
4 0,710 0,724 0,765 0,782
;5 6 0619 0671 072 0835
8 0512 0,624 0,628 0,723
10 0,493 0542 0,600 0,660
4 0652 0,738 0,747 0,776
o 6 0587 0599 0740 0,770
8 0462 0549 0550 0,608
10 0444 0484 0,530 0,555
4 0626 0,668 0,702 0,763
5 6 0520 0592 0651 0,665
8 0,401 0453 0454 0,533
10 0,377 0397 0447 0485

Tabela 5.3: REQM das estimativas dos pardmetros do modelo beta normal considerado no cendrio
2.

Estruturas de variadncia-covariancia

N n S v AR1 SCH
4 1,102 1,097 1,112 1,118
;5 60974 0958 099 0959
8 0807 0,793 0855 0,867
10 0,614 0,702 0,714 0,765
4 0982 0,909 1,000 0,959
o 6 0900 0815 0903 0852
8 0,780 0,733 0,749 0,768
10 0531 0,645 0,621 0,688
4 0845 0,748 0880 0,803
5 6 0820 0663 0835 0,706
8 0,709 0,654 0661 0,638
10 0,445 0533 1,000 0,557
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Tabela 5.4: REQM das estimativas dos pardmetros do modelo beta normal considerado no cendrio

3.

Estruturas de variancia-covariancia

N n; S 6\% AR1 SCH
4 1,044 1287 1,249 1,762
;5 6 1020 1160 1172 1,636
8 0951 1,133 1,095 1,557
10 0,845 1,085 1,155 1,644
4 1,002 1,114 1,088 1,491
oo 6 0938 1024 1,000 1,337
8 0,844 0,955 0971 1,294
10 0,724 0882 0,947 1,313
4 0850 0,942 00927 1,232
5 6 0822 0000 0877 1103
8 0,742 0862 0,769 1,071

—_
)

0,604 0,735 0,753 1,025
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Capitulo 6
Selecao de modelos e analise de residuos

A selecao de modelos surge quando ha um grupo de modelos candidatos para o mesmo
conjunto de dados e fornece apenas um passo de muitos na escolha do modelo mais ade-
quado. Outros passos incluem a reducao do modelo usando testes de hipoteses e a avaliagao
do ajuste do modelo usando ferramentas de diagnoéstico apropriadas como, por exemplo, a

analise de residuos.

A anélise de residuos é usada para detectar a presenca de observagoes atipicas e avaliar as
suposicoes do modelo, pode incluir graficos informais para apresentar caracteristicas gerais
dos residuos, bem como testes formais para detectar afastamentos especificos as suposicoes,
assim os residuos podem ser vistos como medidas de concordancia entre os dados e o modelo
ajustado. No modelo de regressao beta varios tipos de residuos tém sido propostos. Ferrari e
Cribari-Neto (2004) propdem o residuo deviance e o residuo padronizado, Espinheira et al.
(2008) propoem o residuo ponderado e o residuo ponderado padronizado, obtidos da conver-
géncia do processo iterativo escore de Fisher para a estimacao dos parametros de regressao.
Rocha e Simas (2011) sugerem utilizar residuos padronizados, escore, escore padronizado
e escore modificado baseados num modelo de regressao que generaliza o modelo de Ferrari
¢ Cribari-Neto (2004). Anholeto (2010) propoe residuos de Pearson melhorados baseados
nos trabalhos de Cox (1968), Cordeiro (2004) e Simas e Cordeiro (2009). Por sua vez, nos
modelos lineares mistos, Hilden-Minton (1995), Verbeke e Lesaffre (1996), Pinheiro e Bates
(2000) e Nobre e Singer (2007) propuseram residuos marginais, condicionais, condicionais
padronizados e aleatorios para analisar modelos que contém mais de uma fonte de variagao.
Num caso mais geral Dunn e Smyth (1996) propéem o residuo quantil aleatorizado para

modelos de regressao com respostas independentes.

Neste capitulo propomos um procedimento de selegcao do modelos de regressao beta com
efeitos aleatorios baseado no método de selegdo de variaveis de Ryoo (2010) e no método
de selegao de modelos de Stasinopoulos et al. (2012). Também sdo propostos residuos para

estes modelos.

53
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6.1 Selecao de modelos

O critério mais usado para comparar modelos encaixados é o teste de razao de verossimi-
lhancas que é baseado no méximo da funcao de verossimilhanca. Existem outras ferramentas
de selecao de modelos que sao amplamente usadas, tais como o Critério de Informacao de
Akaike AIC, (Akaike, 1974), o critério de informagao bayesiano BIC, (Schwarz, 1978), o
critério de informacao de Hannan-Quin HQIC, (Hannan e Quin, 1979), o AIC consistente
CAIC, (Bozdogan, 1987) e o AIC corrigido AICC, (Hurvich e Tsai, 1989), bem como varias
versoes destes critérios. De acordo com as suas propriedades assintoticas os critérios de in-
formacao podem ser classificados em duas categorias, os critérios de eficiéncia, tais como os

critérios AIC ou AICC, e os critérios consistentes, tais como os critérios CAIC, BIC ou HQIC.

Para selecionar os modelos de regressao beta com efeitos aleatorios para dados longitu-
dinais neste trabalho propomos uma metodologia que combina os métodos de selecao nos
modelos GAMLSS e nos modelos lineares mistos com dados longitudinais propostos por Sta-
sinopoulos et al. (2012) e Ryoo (2010), respectivamente. O método de selegdo dos modelos
GAMLSS permite obter as estruturas de regressao dos parametros do modelo por meio do
teste de razao de verossimilhangas generalizado ou do critério AIC generalizado (GAIC) que
estao baseados na funcao desvio. Por sua vez, o método de selecao de modelos proposto por
Ryoo (2010) permite obter os efeitos fixos e aleatorios de um modelo linear misto conside-
rando a estrutura longitudinal dos dados por meio do teste de razao de verossimilhancas.

Na selecao dos modelos de regressao beta com efeitos aleatorios usaremos o Critério de
Informagao de Akaike (AIC), definido como

AIC = 20 + 2p,

em que ¢ é o logaritmo da funcao de verossimilhanca avaliado nas estimativas de méxima
verossimilhanga e p é o nimero de parametros do modelo. O modelo escolhido é o modelo

com menor AIC.

A metodologia de selecao dos modelos de regressao beta com efeitos aleatérios é definida
pela selecao das estruturas de regressao para i e o e dos efeitos fixos e aleatorios em cada

uma destas estruturas. A seguir descrevemos em detalhe a metodologia proposta.

6.1.1 Selecao da estrutura de regressao de e o

Para selecionar a estrutura de regressao de p e o consideramos trés passos em que a
estimacao ¢ realizada de maneira conjunta. Nesses passos usamos as abordagens I e II,

descritas em detalhes na proxima secao. Os passos sao os seguintes

1. Construir um modelo para g usando a abordagem I. O parametro o é estimado sem

considerar variaveis explicativas.
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2. Dado o modelo para g construir um modelo para ¢ usando a abordagem I.

3. Dado o modelo para o verificar se os termos do modelo em g sao necesarios usando a

abordagem II.

Se os modelos obtidos no passo 2 e 3 sao diferentes seré selecionado o modelo com menor
AIC. No caso de que os modelos apresentem o mesmo valor do AIC sera aplicado o principio

da parcimonia que seleciona o modelo com menor nimero de parametros.

Para conjuntos pequenos de dados, a amostra de dados pode ser utilizada tanto para
o ajuste do modelo quanto para a selecao do modelo. Para conjuntos de dados de maior
dimensao, os dados podem ser divididos em conjuntos de dados de treinamento, validacao e
teste. Os dados de treinamento podem ser usados para o ajuste do modelo, os de validacao
para a selecao do modelo e os de teste para a avaliagcao do poder preditivo do modelo

escolhido.

6.1.2 Selecao de efeitos fixos e aleatoérios

As seguintes duas abordagens propostas permitem selecionar os termos de efeitos fixos
e efeitos aleatérios dos modelos de regressao de p e 0. Assumiremos que o maximo grau do
polinémio na variavel tempo é o ntmero de observacoes repetidas menos um ou o nimero

minimo de observagoes repetidas menos um, se o estudo é nao balanceado.

Abordagem I

Nesta abordagem o procedimento de selecao ¢ definido pelos seguintes passos

1. Inicie com um modelo de intercepto aleatério: o modelo de regressao beta mais
simples que consideramos é o modelo de intercepto aleatério. Este passo permite avaliar
a variabilidade da varidvel resposta por meio apenas da variabilidade existente entre
individuos, sem considerar o efeito das variaveis explicativas. O modelo é denotado

como M1.

2. Adicione a variavel tempo: neste passo realizamos um procedimento de selecao para
frente (forward) para selecionar o grau do polindémio da variavel tempo no modelo. O
procedimento termina quando a inclus@ao de um polindémio gera um AIC maior que o
AIC do modelo M1. O modelo resultante é denotado como M2.

3. Adicione variaveis explicativas: para adicionar variaveis explicativas no modelo
realizamos um procedimento de selecao forward. O procedimento termina quando o
AIC gerado pela inclusao de uma variavel explicativa é maior do que o AIC do modelo
M2. O modelo final é denotado por M3.
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4. Adicione interagoes entre o tempo e as variaveis explicativas: Utilizamos o

procedimento de selecao forward para obter as interacoes entre o tempo e as variaveis

explicativas. O modelo é denotado como M4.

. Adicione efeitos aleatdrios: neste passo estudamos a inclusao da inclinagao aleatoria

na estrutura de regressao. O intuito deste passo ¢ investigar a variagao entre individuos.
Se o AIC gerado pela inclusao da inclinacao aleatéria é menor do que o AIC do modelo
M4 incluimos este efeito aleatorio no modelo e posteriormente selecionamos a estrutura

de variancia-covariancia dos efeitos aleatorios.

Abordagem II

A selecao dos efeitos fixos e aleatorios é feita com os seguintes passos

. Inicie com um modelo de intercepto aleatério saturado: O modelo de intercepto

aleatorio saturado contém o polindémio de maximo grau na varidvel tempo. O modelo

é denotado como M1.

. Retire termos do poliné6mio do tempo: realizamos um procedimento de selegao

para tras (backward) para escolher o grau do polindémio na variavel tempo. O procedi-
mento acaba quando a eliminac¢ao de um polindémio gera um AIC maior do que o AIC
do modelo M1. O modelo final é denotado como M2.

. Adicione as variaveis explicativas: para selecionar as variaveis explicativas usamos

um procedimento de selecao forward, de forma similar ao passo 3 da abordagem I. O

modelo obtido é denotado como M3.

. Adicione interagoes entre o tempo e as variaveis explicativas: realizamos um

procedimento de selecao forward para selecionar as interagoes entre o tempo e as
variaveis explicativas, como no passo 4 da abordagem I. O modelo final é denotado

como M4.

. Adicione efeitos aleatorios: se o AIC gerado com a inclusao da inclinacao aleatoria

gera um AIC menor que o AIC do modelo M4 incluimos este efeito aleatério no modelo

e selecionamos a estrutura de variancia-covariancia dos efeitos aleatoérios.

E interessante notar que as duas abordagens sao diferentes apenas no passos 1 e 2. O

resto do procedimento de construcao do modelo é idéntico. No entanto, os passos 3, 4 e 5

sao condicionados pelo resultado dos passos 1 e 2, que distinguem uma abordagem da outra.

Esta proposta de selegao de modelos sera utilizada no Capitulo 7.
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6.2 Residuos

A seguir apresentamos os residuos quantil aleatorizado, condicional, marginal e aleatorio
para o modelo de regressao beta com interceptos aleatérios. Além disso, descrevemos a

construcao do grafico de probabilidade meio normal com envelope simulado.

6.2.1 Residuo quantil aleatorizado

O residuo quantil aleatorizado tem como objetivo avaliar a adequacao geral do modelo

aos dados e é definido como
Tq; = ot (F(yz'j; fij s &ij)) ) (6.1)

em que i = 1,2,..., N, ®! ¢ a funcdo inversa da funcao distribuicao acumulada de uma
variavel com distribui¢ao normal padrao e F'(y;;) é a funcao distribuicao acumulada de uma

variavel com distribui¢ao beta Be(u, o).

6.2.2 Residuo condicional

O residuo condicional padronizado incorpora o efeito da presenca de observacoes atipicas
e ¢ dado por
_ Y — By | v, vi2)

\/Var (yij | %’17%2)

Clj

em que E (yi; | Vi1, vi2) = fij € Var (yij | vir, vi2) = 6izjﬂij(1 — [Lij) € fi;; e 6,5 sdo calculados
como fl;; = gfl(w'fjlﬁl +5i1) e 645 = g;l(w%pﬂﬁ? +7i2). Os valores 3, e 3, s@o os estimadores

de maxima verossimilhanga de B, e B, e Vi1 € ;2 sao os melhores preditores de 7;; € V2.

6.2.3 Residuo marginal

O residuo marginal padronizado incorpora o efeito da presenca de observagoes atipicas e
pode ser escrito como
Fmij = UA—(w), (6.3)
Var (v;5)

em que E(y;;) = E(ji;) e Var(y;;) = B(2%) — (B(11;)* + E(62) - E (fui; (1 — i)

6.2.4 Residuo aleatorio

Os residuos aleatorios para u e o exploram a presenca de individuos atipicos e sao
definidos como _
Tay = /7\;17 (6.4)
Var(7;1)
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Fay = —2e—, (6.5)
V&r(")/ig)
comi = 1,2,..., N, em que 7;; e V2 sao os melhores preditores de ;1 e ;o € @(%‘1) e

Var(v;2) sao as variancias estimadas da distribuigao dos efeitos aleatorios ;1 e 7,2, respecti-

vamente.

6.2.5 Envelope simulado

Para cada um dos residuos descritos anteriormente é possivel a construcao do grafico
de probabilidade meio-normal com envelope simulado que permite identificar observagoes

atipicas e avaliar a suposicao sobre a distribuigao da variével resposta.

Atkinson (1985) e Kutner et al. (2005) sugerem usar o grafico de probabilidade meio-
normal com envelope simulado como uma ferramenta de diagnéstico. Para a construcao do
grafico dispomos do k-ésimo (k = 1,. .., n) valor ordenado do residuo versus o correspondente

valor esperado da estatistica de ordem, em valor absoluto, da distribui¢ao N (0, 1), dado por

() 0

em que ®(-) é a fungao de distribuigdo acumulada da N(0,1). Esse grafico pode ser usado

sem que os residuos apresentem distribui¢ao normal.
A construcgao do grafico de probabilidade meio-normal com envelope simulado segue os
seguintes passos:

1. Simule uma amostra de n observacoes independentes para a variavel resposta beta

usando a informacao do modelo ajustado aos dados originais.

2. Ajuste, as respostas beta simuladas no passo 1, o mesmo modelo ajustado aos dados

originais.
3. Calcule o residuo proposto e ordene os seus valores absolutos.
4. Repita os passos 1 a 3 k vezes.
5. Calcule o minimo, a média e o maximo dos k residuos.

6. Disponha no grafico de probabilidade meio normal do residuo proposto os valores
minimos, médios e maximos dos dados simulados versus os correspondentes valores

esperados em (6.6) e conecte os pontos para formar as bandas de confianga.

Segundo Atkinson (1985) é suficiente usar k = 19. As observagoes correspondentes aos resi-

duos fora das bandas de confianca devem ser identificadas e investigadas. Além disso, se ha
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uma proporgao considerével de pontos fora das bandas é evidéncia de que o modelo ajustado
nao ¢ adequado.

Para gerar os graficos de probabilidade meio normal dos residuos quantil aleatorizado, condi-
cional, marginal e aleatorio foi implementada a fungao hal fnorm do pacote BLMM, descrita

no Capitulo 8. Estes graficos sao usados nas aplicagoes apresentadas no Capitulo 7

6.2.6 Distribuicao empirica dos residuos

Esta secao tem como objetivo estudar o comportamento das distribuicoes empiricas dos
residuos quantil aleatorizado, condicional, marginal e aleatérios, definidos em (6.1), (6.2),
(6.3), (6.4) e (6.5), respectivamente. Consideramos as simulagoes realizadas na Segoes 3.4 e
4.4 e os modelos de regressao beta com intercepto aleatério normal, log-gama, t-Student e

exponencial poténcia.

Em cada réplica dos estudos de simulacao foram obtidas as estimativas de méxima ve-
rossimilhanca dos componentes de @ de cada modelo e o melhor preditor dos interceptos
aleatorios de ;1 e 0. Esses valores foram usados para calcular os residuos 74, 7, oy € Tqo-
Além disso, foram calculadas a média e a variancia da distribuicao marginal de y e estas

foram usadas para obter o residuo r,,.

As Figuras 6.1 e 6.4 apresentam gréaficos de probabilidade normal dos residuos quantil
aleatorizado, condicional, marginal e aleatérios para o modelo beta normal dado na equagao
(3.20) quando N = 20, n; = 3,5,8 ¢ 12, A\; = 0,5 e Ay = 0,5;1,0 e 1,5. Cada painel nos
graficos apresenta a distribuicao empirica dos residuos para um caso particular, por exemplo
em cada um dos trés painéis inferiores da Figura 6.1 sao apresentadas as distribui¢oes dos
residuos quantil aleatorizado, condicional e marginal quando N = 20, n; = 5, Ay = 0,5 e
A =0,5;1,0 e 1,5, respectivamente.

As figuras mostram que o residuo quantil aleatorizado segue uma distribui¢ao aproxima-
damente normal. Os residuos condicional e marginal nao seguem uma distribui¢ao normal,
provavelmente seguem uma distribui¢ao de caudas mais pesadas como a t-Student. Além
disso, nota-se dos graficos de probabilidade normal dos residuos aleatérios para i e o que a

distribuicao de ambos residuos é aproximadamente normal.

As Figuras 6.5 a 6.8 mostram gréaficos de probabilidade normal dos residuos quantil
aleatorizado, condicional, marginal e aleatorios para o modelo beta log-gama expresso na
equacao (4.3) quando N = 20, n; = 3,5,8 e 12, A\; = 0,22 e Ay = 0,22;0,70 e 1,22. Observa-
se que os residuos condicional, marginal e aleatérios nao seguem uma distribui¢ao normal,

enquanto o residuo quantil aleatorizado segue uma distribui¢ao aproximadamente normal.

As Figuras 6.9 a 6.12 apresentam graficos de probabilidade normal dos residuos quan-



60  SELECAO DE MODELOS E ANALISE DE RESIDUOS 6.3

til aleatorizado, condicional, marginal e aleatérios para o modelo beta ¢-Student dado na
equagao (4.4) quando N = 20, n; = 3,5,8 ¢ 12, v = 4 e v, = 3 e 4. O padrao observado
nestas figuras é o mesmo que o padrao observado nas Figuras 6.1 e 6.4, os residuos quantil
aleatorizado e aleatorios seguem uma distribuicao aproximadamente normal e os residuos
condicional e marginal nao seguem uma distribuigao normal mas provavelmente uma distri-

buicao de cauda pesada.

As Figuras 6.13 a 6.16 exibem graficos de probabilidade normal dos residuos quantil
aleatorizado, condicional, marginal e aleatorios para o modelo beta exponencial poténcia
definido na equagao (4.5) quando N = 20, n; = 3,5,8 e 12, A\; = 0,44 e \y = 0,44;0,89 ¢
1,33. O padrao observado nestas figuras é o mesmo observado nos casos dos modelos beta

normal e beta ¢-Student.

6.3 Conclusoes

O objetivo deste capitulo foi apresentar uma proposta de selecao de modelos de regressao
beta com efeitos aleatorios para dados longitudinais e um conjunto de ferramentas de diag-
nostico para estes modelos. Propomos um método de sele¢ao de modelos apropriado para os
modelos apresentados nos Capitulos 3, 4 e 5 no sentido de que as estruturas de regressao da
média e da dispersao, os efeitos aleatérios e as estruturas de variancia-covariancia sao seleci-
onadas de forma algoritmica. Além disso, propomos varios residuos para avaliar a adequacao
geral do modelo aos dados e identificar observacoes atipicas. E importante notar que para
cada um dos residuos propostos podemos construir graficos de probabilidade meio normal
para identificar observacoes ou individuos atipicos embora a distribuicao empirica destes
nao seja a distribuicao normal. Em todos os modelos beta considerados, independentemente
da distribuicao dos interceptos aleatorios, o residuo quantil aleatorizado segue uma distri-
buigao aproximadamente normal. Com excecao do modelo beta log-gama, o mesmo pode
ser observado no caso dos residuos aleatorios. Ja os residuos marginal e condicional seguem
provavelmente distribuigoes de cauda mais pesadas que a normal. Assim, recomenda-se o

uso do residuo quantil aleatorizado.
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Figura 6.1: Grdficos de probabilidade normal dos residuos quantil aleatorizado, condicional e mar-
ginal do modelo beta normal com A1 =0,5; N =20, n, =3 en; = 5.
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Figura 6.2: Grdficos de probabilidade normal dos residuos quantil aleatorizado, condicional e mar-

ginal do modelo beta normal com A\ = 0,5, N =20; n; =8 en; = 12.
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Figura 6.5: Grdficos de probabilidade normal dos residuos quantil aleatorizado, condicional e mar-
ginal do modelo beta log-gama com A1 = 0.22; N =20; n; =3 en; = 5.
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Figura 6.9: Grdficos de probabilidade normal dos residuos quantil aleatorizado, condicional e mar-
ginal do modelo beta t-Student com vy =4; N =20, n; =3 en; = 5.
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Figura 6.11: Grdficos de probabilidade normal dos residuos aleatdrios para p e o do modelo beta
t-Student comvn =4; N =20; n;, =3 en; = 5.
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marginal do modelo beta exponencial poténcia com A\ =0.44; N =20; n; =3 e n; = 5.
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Figura 6.15: Grdficos de probabilidade normal dos residuos aleatdrios para p e o do modelo beta
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Figura 6.16: Grdficos de probabilidade normal dos residuos aleatdrios para p e o do modelo beta
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Capitulo 7
Aplicacoes

Neste capitulo ajustamos um modelo de regressao beta com intercepto aleatério a um
conjunto de dados de um estudo prospectivo oftalmolégico e um modelo de regressao beta
com intercepto e inclinagao aleatoria a um conjunto de dados sobre as taxas de abandono
escolar no estado de Antioquia na Colémbia. Os dois conjuntos de dados sao utilizados para

ilustrar a metodologia proposta incluindo a sele¢cao de modelos e a analise de residuos.

7.1 Dados de estudo prospectivo oftalmolégico

Consideramos o conjunto de dados de um estudo prospectivo oftalmolégico apresentado
por Meyers et al. (1992) e previamente analisado por Song e Tan (2000), Song et al. (2004),
Song (2007), Zhang e Wei (2008), Qiu et al. (2008), Venezuela (2008) e Wei e Zhang (2009).
Os dados sao descritos em detalhe no material suplementar do livro Correlated Data Analy-
sis: Modeling, Analytics, and applications de Song (2007). Os dados sao longitudinais e
foram coletados em um estudo oftalmologico que avalia o uso de gas intraocular (C3Fy)
em reparacao cirurgica da retina. A variavel resposta foi a porcentagem de volume de gés
ainda presente nos olhos com relagao ao volume de gas injetado no momento da cirurgia e
as variaveis explicativas de interesse foram o tempo apoés a injecao do gas e a concentragao
do gas utilizado (15%,20% e 25%). A variavel resposta tem zeros e uns. Nesta aplicacdo,

usamos as observagoes de 29 pacientes que nao tem esses valores.

No momento da cirurgia, um determinado volume de gas intraocular foi injetado nos
olhos dos pacientes. Os pacientes foram observados de 3 a 15 vezes num periodo de trés
meses, e em cada visita, foi registrada a porcentagem do volume de gas. As visitas para cada
paciente nao ocorreram regularmente de modo que as medidas foram coletadas em momentos
espagados de forma desigual. O objetivo deste estudo foi avaliar a cinética por meio da taxa

de decaimento do desaparecimento do gas através dos trés niveis de concentracao utilizados.

A Figura 7.1 apresenta os graficos de perfis dos trés subconjuntos de dados correspon-
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dentes a cada uma das trés concentracoes. Em geral, uma tendéncia decrescente no tempo é
observada nos graficos. O histograma de frequéncias e o boxplot apresentados na Figura 7.2
permitem concluir que os dados sao assimétricos. A porcentagem do volume de gas minima,
maxima e média é de 0.05, 0.99 e 0.60.

1 1
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Figura 7.1: Grdfico de perfis da porcentagem observada de volume de gds presente nos olhos dos
pacientes sequndo 0s niveis de concentracao do gds.

Frequéncia
1

Figura 7.2: Histograma de frequéncias e boxplot da pocentagem observada de volume de gds presente
nos olhos dos pacientes.
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Seja y;; a porcentagem de volume de gés para o i-ésimo paciente no tempo t;;, com
1t =1,...,29 e 5 = 1,...,n;. Consideramos o modelo de regressao beta com intercepto

aleatorio normal dado por

ind
Yij | i1, Yi2 ™~ Be(mj,%j),
iid
Yir ™~ N(O,)\?), (7~1)
iid
Yi2 ™~ N(07)‘§)7

com

logito (pij) = P11 + Palog(ti;) + 53110g2(tij) + Buxi; + Yit,
logito (0;;) = P2 + Bazlog(ti;) + ﬁgzlogz(tij) + Baoxij + Yizs

em que t;; € o tempo apos a cirurgia e x;; é a concentragao padrao do gas definida como

—1 se a concentracao de gas é 15

Concentrao;; — 20 ~
Tij = = 0 se a concentragao de gas é 20

5

1 se a concentracao de gas é 25.

A estrutura de regressao para a média é baseada no modelo de regressao simplex para
os dados do estudo prospectivo oftalmologico proposto por Song e Tan (2000), Song (2007),
Zhang e Wei (2008), Qiu et al. (2008), Venezuela (2008) e Wei e Zhang (2009). O critério
de sele¢gao do modelo é o menor valor do critério de informagao de Akaike, AIC. O modelo

selecionado que foi ajustado aos dados foi o seguinte

logito (i) = P11 + 63110g2<tij) + Buxij + Vi,

. (1.2
logito (0i;) = F1a + Yie-

As estimativas de maxima verossimilhanca dos pardmetros do modelo proposto foram
obtidas segundo a metodologia apresentada no Capitulo 3 com 21 pontos de quadratura.
Escolhimos esse nimero de pontos de quadratura porque o aumento de pontos contribuiu
pouco a aproximagao do logaritmo da fungao de verossimilhanga, isto é, as estimativas se
mantiveram no mesmo valor a medida que aumentamos o nimero de pontos de quadratura.
As estimativas apresentadas na Tabela 7.1 indicam que a concentracao padrao do géas e
logQ(tij) sao estatisticamente significativas o que indica que a porcentagem média de volume
de gés presente nos olhos diminui com o passar do tempo, por outro lado aumenta com uma
maior concentragao do gas. Além disso, nota-se que a estimativa de A\; é maior do que a de
A2, ou seja, ha uma maior variabilidade no intercepto aleatério da média que na variancia. As
estimativas de maxima verossimilhanca dos parametros da estrutura de regressao da média

e as conclusoes do modelo sao semelhantes as apresentadas no trabalho de Qiu et al. (2008)
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de modelos de regressao simplex mistos.

Tabela 7.1: Estimativas, erros padroes e valores-p do modelo beta normal ajustado aos dados da
porcentagem de volume de gds presente nos olhos.

Parametro Estimativa  ep valor-p
I P11 1,673 0,120 < 2,00e-16
Ba1 -0,262 0,015 < 2,00e-16
Ba 0,314 0,080  9,31e-05
o B2 -1,166 0,119 < 2,00e-16
i A 1,109 0,093
o A2 0,322 0,156

Os graficos de probabilidade meio-normal com envelope simulado do residuo quantil
aleatorizado, condicional e marginal sao apresentados na Figura 7.3. Nota-se que nenhuma
observacao fica fora do envelope simulado e portanto pode-se concluir que o modelo de

regressao beta com intercepto aleatério normal ajusta-se adequadamente aos dados.

Valor absoluto ordenado do residuo marginal padronizado

Valor absoluto ordenado do residuo condicional padronizado

Valor absoluto ordenado do residuo quantil aleatorizado
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Valor esperado da estatistica de ordem meio-normal Valor esperado da estatistica de ordem meio-normal Valor esperado da estatistica de ordem meio-normal

Figura 7.3: Grdficos de probabilidade meio-normal com envelope simulado do residuo quantil ale-
atorizado, condicional e marginal do modelo beta normal ajustado aos dados da porcentagem de
volume de gds presente nos olhos dos pacientes.

Para ilustrar, a Figura 7.4 apresenta os perfis individuais da porcentagem de volume de
gas de alguns pacientes selecionados arbitrariamente, 1,2,17,18,22 e 31. As linhas sobre-
postas denotam o ajuste do modelo de regressao beta. Nota-se que estas linhas seguem o

comportamento dos dados originais, indicando o bom ajuste do modelo ajustado.

7.2 Dados de taxa de abandono escolar

O conjunto de dados corresponde & taxa de abandono escolar no ensino fundamental (6° a
9°) e no ensino médio (10° a 11°) das escolas publicas dos municipios do estado de Antioquia,
Colombia, nos anos 2002, 2004, 2006 e 2008. Os dados sao de uso publico e podem ser consul-
tados no Anuario estatistico de Antioquia no website do Departamento administrativo de pla-
nejamento do Departamento de Antioquia, http://antioquia.gov.co/index.php/planeacion /-

6865-antioquia-estadisticas-e-indicadores. A taxa de abandono escolar é uma taxa anual que
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Figura 7.4: Dados observados e predicao da porcentagem de volume de gds presente nos olhos nos
pacientes 1,2,17,18,22 e 31.

¢ definida como a proporcao de alunos que abandonam um dado ano escolar, tomando como

referéncia o total de alunos matriculados nesse ano de escolaridade.

A variavel resposta y é a taxa de abandono escolar no ensino fundamental e médio em
escolas publicas. As varidveis explicativas em relacao as taxas de abandono nos municipios
sado: a porcentagem da populagao em domicilios com necessidades basicas insatisfeitas (1), o
niamero de professores em escolas ptblicas (z3), o nimero de escolas ptublicas (z3) e a regiao
do estado de Antioquia (x4) ( SudOeste (SO), Leste (L), NorDeste (ND), Norte (N), Oeste
(0), Bajo Cauca (BC), Magdalena Medio (MM), Uraba (U) e Valle de Aburra (VA)).

Consideramos 61 municipios que tém informagcoes em relagao & variavel resposta e as va-
ridveis explicativas nos quatro anos. Cada uma das regioes esta representada por un nimero
especifico de municipios, a regiao SO esta representada por municipios, a regiao por muni-
cipios, a regiao ND por municipios, a regiao N por municipios, a regiao O por municipios, a
regiao BC por municipios, a regiao MM por municipios, a regiao U por municipios e a regiao
VA por municipios. O objetivo do estudo é investigar o efeito de fatores socieconémicos e de

acessibilidade a educacao na taxa de abandono escolar no ensino fundamental e médio.
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A Figura 7.5 apresenta os graficos de perfis da taxa de abandono escolar no ensino fun-
damental e médio dos municipios segundo a regiao do estado a que pertencem. Nota-se que
os municipios do BC apresentam as maiores taxas de abandono e os municipios do VA apre-
sentam as menores taxas de abandono. A Figura 7.6 mostra o histograma de frequéncias e
o boxplot dos dados observados. Nota-se que a distribui¢ao da taxa de abandono escolar é

asimétrica positiva. Os valores minimo e maximo sao 0.03% e 16.18%, respectivamente.
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Figura 7.5: Grdfico de perfis da taxa observada de abandono escolar no ensino fundamental e médio
dos municipios seqgundo a regido do estado de Antioquia.

Seguindo a metodologia apresentada no Capitulo 6 para selecionar a estrutura de regres-
sao e os termos preditores dos modelos de regressao de p e o foram considerados diferentes
modelos. As Tabelas 7.2 e 7.3 mostram os modelos e os respectivos valores do AIC. Em
negrito se destacam os valores menores do critério AIC obtidos em cada passo da selecao

dos efeitos fixos e aleatorios.
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Figura 7.6: Histograma de frequéncias e boxplot da taxa observada de abandono escolar no ensino
fundamental e médio nos municipios.

Tabela 7.2: Modelos beta normal ajustados a estrutura de regressao de e valores AIC.

Passos Modelo AIC
1 Bi1 + Vi -985.091
2 Bi1 + i1 + Barts; -1072.57
Bu1 + Yinr + Bartij + 5317%- -1068.24
Bi1 + Y1 + Bartij + 531@2]- + 54115?]- -1050.86
3 B+ it + Baitij + Ba1wij -1079.33
Bi1 + i1 + Bati; + Ba1Tijo -1073.59
Bi1 + vt + Barti; + G313 -1071.05
Bi1 + i1 + Barti; + G314 -1066.07
Bi1 + Yir + Bartiy + Ba1in + BarTije -1077.88
Bi1 + Yir + Bartiy + Bz + BarTijs -1077.63
Bir + vinn + Bartiy + Ba1%ij1 + Barija -1068.30
4 Bi1 + it + Baitij + Baixijn + Baitiri;n -1077.50
o Bi1 + vinn + Bartiy + viartiy + P31 -1079.47
Modelo Final = 11 + vi11 + Bartsj + Yiortij + 831751 -1079.47

Seja y;; a taxa de abandono escolar no ensino fundamental e médio no municipio ¢

observado no tempo j com i =1,...,61 e 5 =1,...,4. De acordo com as metodologias de

selecao de modelos o modelo beta selecionado foi o seguinte

ind
Yij !%1,%2 ~ Be(ﬂijaaij)a
v N0, %), (7.3)

Vi2 i"i\"d N(O, /\12)7
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Tabela 7.3: Modelos beta normal ajustados & estrutura de regressao de o e valores AIC.

Passos Modelo AIC

1 P2 + Vit -1083.68

2 B2 + Vitz + Baatij -1074.55
Br2 + Yiz + Paatij + 53215@2]- -1076.09
Pr2 + itz + Paatij + 53215?]- + 54215% -1076.45

3 Bia + Vit2 + Bt -1083.87
B2 + Yinz + BaaTijo -1081.49
B2 + Yinz + BaaTijs -1071.75
Br2 + Ytz + B22Tija -1067.42
Bia + vtz + Baatijn + PBatije -1073.87
Bia + vitz + Baaiji + Batijs -1077.45
Bia + vz + Baaijn + Bzaija -1067.41

Modelo final =~ B15 + Vi12 + Bt -1083.87

em que v;; = (Viir, Yio1) | €

logito(pe;;) = Bi1 + Yit1 + Baati; + visrti; + Barzijn,

' (7.4)
logito(oi;) = P12 + Vitz + Paziji.

A Tabela 7.4 apresenta as estimativas, os erros padroes e os valores-p dos parametros
do modelo (7.3) e (7.4). No modelo final usamos a estrutura de variancia-covariancia de
componentes de variancia (CV) porque o método de otimizagado usado obteve convergéncia
apenas com esta estrutura. Os valores das estimativas indicam que a taxa de abandono
escolar no ensino fundamental e médio nas escolas publicas diminui com o aumento do
tempo, isto é principalmente porque nos ultimos anos a secretaria de educagao de Antioquia
desenvolveu estratégias para reduzir as taxas de abandono. Entretanto, a taxa de abandono
escolar aumenta conforme a porcentagem da populacao em domicilios com necessidades
bésicas insatisfeitas aumenta, ou seja, como esperado a falta de recursos econdémicos nas
familias aumenta a taxa de abandono escolar. Notando que a variabilidade destas taxas
também sao explicadas pela porcentagem da populacgao em domicilios com necessidades

bésicas insatisfeitas. nesta aplicacao nao faz sentido a interpretacao da estimativa de (7.

Tabela 7.4: Estimativas, erros padroes e valores-p do modelo beta normal ajustado aos dados de
taxza de abandono escolar no ensino fundamental e médio.

Parametro Estimativa ep valor-p

m B11 -2,6688  0,0974 2,0e-16
b1 -0,4470  0,0222  2,0e-16
B31 1,1489  0,1810 1,1e-09

o B -3,0081  0,2150 2,0e-16
Baz 1,6703  0,4834 0,0007

o log(M1) -1,4260  0,1180
log(Aa1) 21,4940  0,0910

o log(\p) -0,7284  0,1670
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A Figura 7.7 apresenta os dados observados e a predicao da taxa de abandono escolar
no ensino fundamental e médio nos municipios de uma regiao escolhida arbitrariamente, a
regiao L. Nota-se que as linhas sobrepostas seguem a tendéncia da taxa de abandono escolar
nos municipios considerados, com excecao dos municipios 42 e 43 em que os dados observados

e a predicao estao afastados.

0.15 -

0.10 o

0.05

0.00

o\ ~ 0.10
o

o

 0.05

- ~ 0.00

Taxa de abandono escolar
1 1
o o
w
(o]
o
o

015 4 ° R =
0.10 o -

0.05 -

0.00

Tempo

Figura 7.7: Dados observados e predi¢cio da taza de abandono escolar no ensino fundamental e
médio nos municipios da regido L.

7.3 Conclusoes

O objetivo deste capitulo foi ilustrar a formulacao, estimagao, predicao, selecao e analise
de residuos dos modelos propostos. Para isso apresentamos duas aplicagoes, na primeira
formulamos um modelo de regressao beta com intercepto aleatério normal e usamos as fer-
ramentas de diagnostico propostas. Na segunda formulamos um modelo de regressao beta
com intercepto e inclinagao aleatoria normal e utilizamos a metodologia de selegao de mode-
los proposta. Vale notar que, em modelos mais complexos em certos conjuntos de dados os
métodos de otimizagao nao garantem a convergéncia. De acordo com o que foi observado nos
graficos de dados e predicoes das variaveis respostas das duas aplicagoes podemos notar que
os métodos de estimagao dos parametros e de predigao dos componentes aleatorios propostos

sao confiaveis e proporcionam bons resultados respeitando a especificidade dos dados.
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Capitulo 8

Pacote BLMM

O objetivo principal deste pacote é permitir o ajuste de modelos de regressao beta com
efeitos aleatorios. Todas as fungoes foram implementadas na linguagem R. A func¢ao b1mmML
ajusta modelos de regressao beta com intercepto e inclinacao aleatéria. Esta funcao permite
escolher a parametrizacao da distribuicao beta, em termos da média e da precisao ou em
termos da média e da dispersao (ver equagoes (2.7) e (2.8)). Também pode-se selecionar
a funcao de ligagao da média e do parametro de precisao ou de dispersao segundo seja a
parametrizacao utilizada. A Tabela 3.1 apresenta exemplos de fungoes de ligagdo para o
parametro p que também podem ser usadas para o parametro de dispersao. Além disso, a
fungao permite que seja escolhida a distribuicao que seguem os efeitos aleatérios na média
e no parametro de precisao ou de dispersao. Estao disponiveis seis distribui¢oes de probabi-
lidade para os interceptos aleatorios e cinco para o intercepto e a inclinacao aleatéria com
estruturas de variancia-covariancia como as definidas na Tabela 5.1. A funcao usa o método
de méaxima verossimilhanca para obter as estimativas do modelo utilizando os métodos de
aproximacao numérica da quadratura de Gauss-Hermite usual e adaptativa para resolver as
integrais relacionadas ao processo inferencial. Para obter os pontos e pesos da quadratura
de Gauss-Hermite implementamos também a fungao GHQ. A vantagem desta fungao sobre
a funcao gauss.quad do pacote statmod é de permitir a eliminacao de combinagoes
de pontos que contribuem pouco a aproximacao das integrais. A otimizacao do modelo é
feita por meio da fungdo nlminb ou optim do R. O pacote também contém as fungoes
print.blmmML e summary.blmmML que permitem imprimir os resultados do ajuste do

modelo e resumir objetos da classe blmmML.

A fungao re.prediction permite obter o melhor preditor dos efeitos aleatérios con-
siderando diferentes fungoes de ligacao, parametrizacoes da variavel resposta, distribuicoes
dos efeitos aleatorios e estruturas de variancia-covariancia. Outras duas fung¢oes importantes
na analise de diagnostico do modelo sao as fungoes residuals.blmmML e halfnorm.
A primeira, obtém os residuos do modelo de regressao beta com intercepto aleatorio e a

segunda, baseada no pacote binomTools de Christensen e Hansen (2011), gera graficos de
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probabilidade meio-normal com envelope simulado.

A seguir apresentamos a descri¢ao, o uso, os argumentos, os detalhes, o valor e os exemplos

de cada uma das fungoes implementadas no R.

blmmML

Ajusta modelos lineares beta mistos

Descricao

blmmML ajusta modelos lineares beta com intercepto e inclinagao aleatéria pelo método

de méaxima verossimilhanca.

Uso
blmmML (formula, sigma.formula, data, param = "BE_DISP",
link.mu = "logit", link.sigma = "logit",
re.dist.mu = "NORMAL", re.dist.sigma = "NORMAL",
varcov = "CSH", method = "GHQ", n.points = 10,
optimizer = "nlminb", optim.method = "Nelder-Mead",
control = list (), A = NULL, transf.par.disp = FALSE)
Argumentos
formula uma féormula linear de dois lados que descreve os termos fixos e aleatorios

sigma.formula

data

param

do modelo, a resposta é escrita no lado esquerdo do operador ~ e os termos
fixos e aleatorios, separados por +, sao escritos no lado direito. O caractere
de barra vertical | separa a expressao que contém a matriz de planejamento

associada aos termos aleatorios e o fator de agrupamento.

uma férmula linear para ajustar um modelo para o pardmetro o. Os termos

fixos e aleatorios, separados por +, sao escritos no lado direito do operador

um data.frame que contém as variaveis referidas em formula e

sigma.formula.

tipo de parametrizagao da distribuigao beta. Existem duas parametrizagoes,
a primeira refere-se a distribuicao beta que é caracterizada pela média e pela
dispersao "BE_DISP" (opgao padrao) e a segunda refere-se a distribuigao

beta que é caracterizada pela média e pela precisao "BE_PREC".
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link.mu especificacao da funcao de ligacao do parametro p. As opcoes da fun-
¢ao de ligacao sao: "logit"(opg¢ao padrao), "probit", "log-log",

"clog-log" e "cauchit™".

link.sigma especificacao da funcao de ligacao do pardmetro o. No caso de se usar a
parametrizacao "BE_DISP" as opcoes da funcao de ligagao sao: "logit™"
(opgao padrao), "probit", "log-log", "clog-log" e "cauchit" e
no caso de se usar a parametrizacao "BE_PREC" as opc¢oes da funcao de

ligagao s@o: "log" (opgao padrdo),"sqrt" e "identity".

re.dist.mu distribuicao dos efeitos aleatoérios de p. Se o modelo tem como compo-
nente aleatoria o intercepto as opgoes para a distribuicao dos efeitos alea-
torios sao: normal "NORMAL" (opgao padrao), log-gama "LG", ¢{-Student
"T.STUDENT", Cauchy "CAUCHY", exponencial poténcia "EXP.POT" e
Laplace "LAPLACE". Se o modelo tem como componente aleatoria o inter-
cepto e a inclina¢ao as opgoes sao: normal "NORMAL" (op¢ao padrao), t-
Student "T.STUDENT", Cauchy "CAUCHY", exponencial poténcia "EXP .POT"
e Laplace "LAPLACE".

re.dist.sigma  distribuicao dos efeitos aleatorios de o. As distribui¢oes usadas para as
componentes aleatérias em ¢ sao as mesmas que as usadas no argumento

re.dist.mu.

varcov estrutura de varidncia-covariancia dos efeitos aleatorios de e o. As op-
¢oes de estrutura sao: simple "S", componentes de variancia "VC", auto-
regressiva de ordem 1 "AR-1" e de simetria composta heterogénea "CSH"

(opgao padrao).

method método usado para obter as estimativas de maxima verossimilhanca. Os mé-
todos disponivéis sao: quadratura de Gauss-Hermite "GHQ" (opg¢ao padrao)

e quadratura de Gauss-Hermite adaptativa "AGHQ".

n.points numero inteiro positivo. Este argumento é utilizado quando o método "GHQ"
é escolhido e define o ntimero de pontos usados na quadratura de Gauss-

Hermite para aproximar o logaritmo da funcao de verossimilhanca.

optimizer otimizador usado na maximizagao do logaritmo da funcao de verossimi-

lhanga. Os otimizadores sdo "nlminb" (opgao padrao) e "optim".

optim.method meétodo de otimizacao usado no "optim". Os métodos sao "Nelder—Mead"
(opgao padrao), "BFGS", "CG", "L-BFGS-B" e "SANN". Para maiores

detalhes sobre os métodos ver a funcao optim.
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control

transf.par.disp

Valor

lista de parametros para controlar o processo do ajuste. Para maiores de-

talhes ver as fungoes nlminb e optim.

minimo valor admissivel para a busca de parametros de dispersao dos efeitos

aleatoérios na escala usual.

variavel logica. Se transf.par.disp=TRUE os parametros de dispersao
dos efeitos aleatérios sao estimados na escala log e o para o parametro de

correlagao utilizamos a transformacion logistica.

Retorna uma lista com os seguintes componentes

fit
Y
X1
X2

Z1

72

ndim.mu
ndim.sigma

group

quad.mu

quad.sigma

link.mu
link.sigma
param
trans.par.disp

re.dist.mu

uma lista com os componentes da fun¢ao nlminb ou optim.

um vetor com a variavel resposta.

uma matriz com variaveis explicativas associadas aos efeitos fixos de p.
uma matriz com varidveis explicativas associadas aos efeitos fixos de o.

uma matriz com variaveis explicativas associadas aos efeitos aleatérios de

L4

uma matriz com variaveis explicativas associadas aos efeitos aleatérios de

0.
o nimero de efeitos aleatérios na estrutura de regressao de pu.
o numero de efeitos aleatorios na estrutura de regressao de o.
um vetor com os grupos ou individuos do estudo.

uma lista com os pontos e pesos da quadratura de Gauss-Hermite usados

na avaliagao das integrais em p.

uma lista com os pontos e pesos da quadratura de Gauss-Hermite usados

na avaliagao das integrais em o.

a funcao de ligagao usada na estrutura de regressao de pu.

a funcao de ligagcao usada na estrutura de regressao de o.

a parametrizacao da distribuicao beta usada no ajuste do modelo.
o valor da variavel logica transf.par.disp.

a distribuicao dos efeitos aleatorios de p.
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re.dist.sigma
varcov

optimizer

Hessian

Converged

loglik
aic
re.pred.Mu

re.pred.Sigma

Exemplos
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a distribuicao dos efeitos aleatorios de o.
a estrutura de varidncia-covariancia usada no ajuste do modelo.

o otimizador usado na maximizag¢ao do logaritmo da funcao de verossimi-

lhanga.
a matriz de informagao observada.

o valor de uma variavel logica. Se Converged=TRUE o processo de esti-

macao converge.

o valor do logaritmo da funcao de verossimilhanca.
o valor do critério de informagao de Akaike (AIC).
as predicoes dos interceptos aleatérios de .

as predicoes dos interceptos aleatérios de o.

# Modelo com intercepto aleatdério normal em mu e sigma
set.seed(123)

rsb <—
Y <—
X1 <—
X2 <—
Cluster <-
Datal <-
Fit <—

rsbeta(N = 20, ni = 4, Betal = c(-1,1),
Beta2 = ¢(-2,0.5), 11 =1, 12 = 0.5,

link.mu = "logit", link.sigma = "logit",
param = "BE_DISP")

rsbs$y

rsb$X1l

rsb$X2

rsb$Cluster

data.frame (cbind (Y, X1,Cluster))

blmmML (formula = Y ~1 + Time + (1 | Cluster),
sigma.formula = ~ 1 + Time + (1 | Cluster),
data = Data, param = "BE_DISP",
link.mu = "logit", link.sigma = "logit",
re.dist.mu = "NORMAL", re.dist.sigma = "NORMAL",
method = "GHQ", n.points = 6,
optimizer = "nlminb",
control = list(eval.max = 1000, iter.max=1000,

trace = 0), A = NULL,
transf.par.disp = FALSE)
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Fit

# Modelo com intercepto aleatdério exponencial poténcia

# em mu e sigma

set.seed(123)

rsb <— rsbeta(N = 20, ni = 4, Betal c(-1,1),
Beta2 = ¢(-2,0.5), vl =1, v2 =1,

link.mu = "logit", link.sigma = "logit",
param = "BE_DISP")

Y <- rsbsy

X1 <- rsb$xl

X2 <- rsbs$X2

Cluster <- rsb$Cluster

Data <- data.frame (cbind (Y, X1l,Cluster))

Fit <- blmmML (formula = Y ~1 + Time + (1 | Cluster),
sigma.formula = ~ 1 + Time + (1 | Cluster),
data = Data, param = "BE_DISP",
link.mu = "logit", link.sigma = "logit",
re.dist.mu = "EXP.POT",
re.dist.sigma = "EXP.POT",
method = "GHQ",
n.points = 6, optimizer = "nlminb",
control = list(eval.max = 1000, iter.max=1000,
trace = 0), A = NULL,
transf.par.disp = FALSE)

Fit

# Modelo com intercepto e inclinacgdo aleatdéria normal em mu e sigma

set.seed (0098)

rsb <— rsbeta(N = 20, ni = 4,
Betal = ¢(-0.3,0.6), Beta2 = c(-2,-1.5),
111 = sgrt(0.5), 112 = sqgrt(0.3), rhol = -0.5,
121 = sqgrt(0.3), 122 = sqgrt(0.5), rho2 = -0.8,
link.mu = "logit", link.sigm = "logit",
param = "BE_DISP")

Y <- rsbsy

X1 <— rsbsxl
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X2 <— rsbs$X2
z1 <- rsbs$zl
Z2 <- rsb$z2
Cluster <- rsb$Cluster
Data <—- data.frame (cbind (Y, X1,71,Cluster))
Fit <— blmmML (formula = Y ~ 1 + Tempo +
(1 + Tempo| Cluster),
sigma.formula = ~ 1 + Tempo +
(1 + Tempo| Cluster),
data = Data, param = "BE_DISP",
link.mu = "logit", link.sigma = "logit",
re.dist.mu = "NORMAL", re.dist.sigma = "NORMAL",
varcov = "CSH", method = "GHQ",
n.points = 6, optimizer = "nlminb",
control = list(eval.max = 1000, iter.max=1000,

trace = 0), A = NULL,
transf.par.disp = FALSE)
Fit

print.blmmML Imprime um ajuste do modelo blmmML

Descricao

print.blmmML é o método do modelo beta com efeitos aleatorios especifico para a fungao

genérica print que imprime resultados de um objeto blmmML.

Uso

print.blmmML (object, digits = max (3, getOption ("digits") - 3),

Argumentos

object um objeto da classe blmmML.

digits o nimero de digitos significativos usados na impressao dos resultados.
Valor

Imprime os coficientes de um objeto blmmML.

Exemplos
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# Modelo com intercepto aleatdrio normal em mu e sigma

set.seed(123)

rsb <— rsbeta(N = 20, ni = 4, Betal = c(-1,1),

Beta2 = ¢(-2,0.5), 11 =1, 12 = 0.5,
link.mu = "logit", link.sigma = "logit",
param = "BE_DISP")

Y <— rsbsy

X1 <— rsbsxl

X2 <- rsb$X2

Cluster <- rsb$Cluster

Data <- data.frame (cbind (Y, X1,Cluster))

Fit <— blmmML (formula = Y ~1 + Time + (1 | Cluster),
sigma.formula = ~ 1 + Time + (1 | Cluster),
data = Data, param = "BE_DISP",
link.mu = "logit", link.sigma = "logit",
re.dist.mu = "NORMAL", re.dist.sigma = "NORMAL",
method = "GHQ", n.points = o,
optimizer = "nlminb",
control = list(eval.max = 1000, iter.max=1000,

trace = 0), A = NULL,
transf.par.disp = FALSE)

I <- print.blmmML (cbject=Fit)
summary.blmmML Resumo de um objeto bimmML
Descricao

summary.blmmML é o método do modelo beta com efeitos aleatorios especifico para a

funcao genérica summary que resume objetos da classe blmmML.

Uso
summary .blmmML (object, c.)
Argumentos

object um objeto da classe bimmML.
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argumentos adicionais.

Valor

Imprime o resumo de um objeto blmmML.

Exemplos

# Modelo com intercepto aleatdério normal em mu e sigma
set.seed (123)

rsb <— rsbeta(N = 20, ni = 4, Betal = c(-1,1),

Beta?2 = ¢(-2,0.5), 11 =1, 12 = 0.5,
link.mu = "logit", link.sigma = "logit",
param = "BE_DISP")

Y <— rsbs$y

X1 <- rsbs$Xl

X2 <— rsbs$X2

Cluster <- rsb$Cluster

Data <- data.frame (cbind (Y, X1l,Cluster))

Fit <- blmmML (formula = Y ~1 + Time + (1 | Cluster),
sigma.formula = ~ 1 + Time + (1 | Cluster),
data = Data, param = "BE_DISP",
link.mu = "logit", link.sigma = "logit",
re.dist.mu = "NORMAL", re.dist.sigma = "NORMAL",
method = "GHQ", n.points = 6,
optimizer = "nlminb",
control = list(eval.max = 1000, iter.max=1000,

trace = 0), A = NULL,
transf.par.disp = FALSE)

S <— summary.blmmML (Fit)
re.prediction Predigao dos interceptos aleatorios
Descricao

re.prediction é uma funcao interna da fungao blmmML que permite obter o melhor

preditor dos efeitos aleatorios.

Uso
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re.prediction(theta, Y, X1, X2, Z1, Z2, ndim.mu, ndim.sigma,
group, quad.mu, quad.sigma, param,

link.mu, link.sigma, re.dist.mu, re.dist.sigma,

varcov)

Argumentos

theta vetor com as estimativas de maxima verossimilhanca.

Y vetor da variavel resposta.

X1 matriz com as varidveis explicativas associadas aos efeitos fixos de p.

X2 matriz com as variaveis explicativas associadas aos efeitos fixos de o.

Z1 matriz com as varidveis explicativas associadas aos efeitos aleatorios de p.

72 matriz com as variaveis explicativas associadas aos efeitos aleatérios de o.

ndim.mu numero de efeitos aleatorios considerados na estrutura de regressao de pu.

ndim.sigma ntmero de efeitos aleatorios considerados na estrutura de regressao de o.

group vetor com os grupos o individuos do estudo.

quad.mu uma lista com os pontos e os pesos da quadratura de Gauss-Hermite usados
para resolver as integrais em .

quad.sigma uma lista com os pontos e os pesos da quadratura de Gauss-Hermite usados
para resolver as integrais em o.

param tipo de parametrizacao da distribuicao beta. Existem duas parametriza-
gOes, a primeira refere-se & "BE_DISP" (op¢ao padrdo) e a segunda a
"BE_PREC".

link.mu especificacao da funcao de ligacdo do pardmetro u. As opgoes da fun-
¢ao de ligagao sao: "logit"(opgao padrao), "probit", "log-log" e
"clog-log".

lik.sigma especificacao da funcao de ligacdo do parametro o. No caso de se usar a

parametrizacao "BE_DISP" as opc¢oes da funcao de ligacao sao: "logit"
(opgéo padréo), "probit", "log-log" e "clog-log" e no caso de
se usar a parametrizacao "BE_PREC" a fungao de ligacao disponivel é a

"log" (opgao padrao).
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re.dist.mu distribuigao dos efeitos aleatorios de p. Se o modelo tem como compo-
nente aleatoria o intercepto as opgoes para a distribuicao dos efeitos alea-
torios sao: normal "NORMAL" (opgao padrao), log-gama "LG", t-Student
"T.STUDENT", Cauchy "CAUCHY", exponencial poténcia "EXP.POT" e
Laplace "LAPLACE". Se o modelo tem como componente aleatoria o inter-
cepto e a inclinagao as opgoes sdo: "NORMAL" (opgao padrdo), "T.STUDENT",
"CAUCHY", "EXP.POT" e "LAPLACE™".

re.dist.sigma  distribuicao dos efeitos aleatorios de o. As distribuicoes usadas para as
componentes aleatorias em o sao as mesmas que as usadas no argumento

re.dist.mu.

varcov estrutura de varidncia-covariancia dos efeitos aleatorios de e o. As op-
¢oes de estrutura sao: simple "S", componentes de variancia "VC", auto-
regressiva de ordem 1 "AR-1" e de simetria composta heterogénea "CSH"

(opgao padrao).

Valor
Uma lista com as predicoes dos efeitos aleatorios em p e o.

Exemplos

# Modelo com intercepto aleatdrio normal em mu e sigma
set.seed (123)

rsb <— rsbeta(N = 20, ni = 4, Betal = c(-1,1),
Beta2 = ¢(-2,0.5), 11 =1, 12 = 0.5,
link.mu = "logit", link.sigma = "logit",
param = "BE_DISP")

Y <- rsbs$y

X1 <— rsbs$X1l

X2 <— rsb$x2

Cluster <- rsbSCluster

Datal <- data.frame (cbind (Y, X1,Cluster))

Fit <- blmmML (formula = Y ~1 + Time + (1 | Cluster),
sigma.formula = ~ 1 + Time + (1 | Cluster),
data = Data, param = "BE_DISP",
link.mu = "logit", link.sigma = "logit",

re.dist.mu = "NORMAL", re.dist.sigma = "NORMAL",
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method = "GHQ", n.points = 6,
optimizer = "nlminb",
control = list(eval.max = 1000, iter.max=1000,

trace = 0), A = NULL,
transf.par.disp = FALSE)

Fit$Sre.pred.Mu
FitSre.pred.Sigma

GHQ Quadratura de Gauss-Hermite

Descrigao

GHQ calcula os pontos e os pesos da quadratura de Gauss-Hermite.

Uso

GHQ (n.pontos, ndim, pruning=TRUE)

Argumentos

n.pontos ntmero de pontos usados na quadratura de Gauss-Hermite.

ndim ntmero de efeitos aleatorios considerados na estrutura de regressao de u e
.

pruning variavel logica. Se pruning=TRUE sao eliminadas as combinag¢oes de pon-
tos que contribuem pouco a aproximacao da integral.

Detalhes

Esta funcdo estd baseada na proposta de Hernandez et al. (2013) que elimina as combina-

¢oes de pontos da quadratura que contribuem pouco ao processo de aproximagao da integral.
Valor
Uma lista com os pontos, pesos e o produto dos pesos da quadratura de Gauss-Hermite.

Exemplos

GHQ (n.pontos = 7 ,ndim = 3 ,pruning = TRUE)
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residuals.blmmML  Residuos do modelo de regressao beta com intercepto aleatorio

Descricao

residuals.blmmML extrai os residuos do modelo de regressao beta com intercepto alea-

torio.

Uso

residuals.blmmML (object, type = "quantil")

Argumentos

object um objeto da classe blmmML.

type tipo de residuo usado no grafico. Os residuos disponiveis sao: "quantil™",
"condicional", "marginal", "random.mu" e "random.sigma".

Detalhes

Para detalhes dos residuos ver Secao 6.2.

Valor

Um vetor de residuos.

Exemplos

# Modelo com intercepto aleatdério normal em mu e sigma
set.seed (123)

rsb <— rsbeta(N = 20, ni = 4, Betal = c(-1,1),
Beta?2 = ¢(-2,0.5), 11 =1, 12 = 0.5,
link.mu = "logit", link.sigma = "logit",
param = "BE_DISP")

Y <— rsbs$y

X1 <- rsbsXl

X2 <— rsbs$X2

Cluster <- rsb$Cluster

Data <— data.frame (cbind (Y, X1l,Cluster))

Fit <- blmmML (formula = Y ~1 + Time + (1 | Cluster),
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sigma.formula = ~ 1 + Time + (1 | Cluster),
data = Data, param = "BE_DISP",

link.mu = "logit", link.sigma = "logit",
re.dist.mu = "NORMAL", re.dist.sigma = "NORMAL",
method = "GHQ", n.points = o,

optimizer = "nlminb",

control = list(eval.max = 1000, iter.max=1000,

trace = 0), A = NULL,
transf.par.disp = FALSE)

R <- residuals.blmmML (cbject=Fit, type="quantil")
halfnorm Gréficos de probabilidade meio-normal com envelope simulado
Descricao

halfnorm gera um grafico de probabilidade meio-normal dos residuos com envelopes si-

mulados.

Uso

halfnorm(object, residual = "quantil", env = TRUE, nsim = 100,

plot = TRUE, identify = FALSE, n = 2)

Argumentos

object um objeto da classe blmmML.

residual tipo de residuo usado no grafico. Os residuos disponiveis sao: "quantil",
"condicional", "marginal", "random.mu" e "random.sigma".

env variavel logica. Se env=TRUE é gerado o envelope do residuo escolhido.

nsim ntmero inteiro positivo. Numero de simulacoes usadas para gerar a banda
de confianga. O valor padrao é 100.

plot variavel logica. Se plot=TRUE as bandas de confianga sao tracadas no
grafico. Se plot=FALSE retorna uma lista com os valores das bandas de
confianca.

identify variavel logica. Se ident i fy=TRUE identifican-se pontos atipicos de forma

interactiva no gréfico.
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n nimero inteiro positivo. Numero de pontos que devem identificarse. Esse

argumento € ignorado se identify = FALSE.

Detalhes

Os valores absolutos dos residuos sao utilizados para construir o grafico de probabilidade

meio-normal.

Valor

Se plot=TRUE é obtido um grafico. Se plot=FALSE a func¢ao retorna uma lista com

os residuos e seus valores esperados.

Exemplos

# Modelo com intercepto aleatdério normal em mu e sigma
set.seed (123)

rsb <- rsbeta(N = 20, ni = 4, Betal = c¢(-1,1),

Beta?2 = ¢(-2,0.5), 11 =1, 12 = 0.5,
link.mu = "logit", link.sigma = "logit",
param = "BE_DISP")

Y <- rsbS$y

X1 <- rsbs$Xl

X2 <— rsbs$X2

Cluster <- rsbS$Cluster

Data <- data.frame (cbind (Y, X1,Cluster))

Fit <-= blmmML (formula = Y ~1 + Time + (1 | Cluster),
sigma.formula = ~ 1 + Time + (1 | Cluster),
data = Data, param = "BE_DISP",
link.mu = "logit", link.sigma = "logit",
re.dist.mu = "NORMAL", re.dist.sigma = "NORMAL",
method = "GHQ", n.points = 6,
optimizer = "nlminb",
control = list(eval.max = 1000, iter.max=1000,

trace = 0), A = NULL,
transf.par.disp = FALSE)

H <- halfnorm(object = Fit, resType = "quantil", env = TRUE,
nsim = 20, plot = TRUE, identify = TRUE, n = 2)
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Capitulo 9
Conclusoes

Neste trabalho propomos uma classe de modelos de regressao beta com interceptos alea-
torios para dados que possuem uma distribuicao beta e que sao medidos ao longo do tempo.
Os modelos estudados foram os modelos beta com interceptos aleatérios normal, log-gama,
t-Student e exponencial poténcia. Estes modelos s@ao muito versateis devido a sua grande
flexibilidade para capturar comportamentos normais, nao normais e assimétricos que podem
ocorrer no nivel dos efeitos aleatorios. Para este tipo de modelos foram propostos os seguin-

tes residuos: quantil aleatorizado, marginal, condicional e aleatorios.

Foi proposta uma extensao para os modelos de regressao beta que consiste na inclusao de
intercepto e inclinagao aleatoria na estrutura de regressao do modelo. Estes efeitos aleato-
rios seguem distribuigoes bivariadas pertencentes a classe das distribuicoes elipticas. Nestes
modelos foram usadas as seguintes estruturas de varidncia-covariancia: simples, de compo-
nentes de variancia, auto-regressiva de ordem 1 e de simetria composta heterogénea. Com
esta extensao a classe de modelos de regressao beta com efeitos aleatérios é enriquecida ja
que a correlacao entre observagoes do mesmo individuo é acomodada de forma sistemaética

por meio das estruturas de variancia-covariancia.

A estimacao conjunta dos parametros associados aos efeitos fixos e dos componentes de
variancia foi realizada por meio do método de maxima verossimilhanca e foi utilizada a qua-
dratura de Gauss Hermite para aproximar a funcao de verossimilhanca. Esta metodologia
de estimagao permite obter os desvios padroes das componentes de varidncia que podem
ser utilizados na construcao de intervalos de confianca. A nossa proposta de estimagao foi
implementada no R por meio do pacote BLMM. Este pacote contém um conjunto de fungoes

que facilitam aos usuarios a estimacao e analise de residuos dos modelos propostos.
Estudos de simulagao foram conduzidos para avaliar o processo de estimacao dos pa-

rametros dos modelos de regressao beta tanto com interceptos quanto com interceptos e

inclinagoes aleatoérias. Para os modelos com interceptos aleatérios os resultados mostraram
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que os melhores resultados sao encontrados quando o ntimero de observacoes é grande e a
variabilidade dos interceptos aleatérios é pequena. Para estes mesmos modelos encontramos
as distribui¢oes empiricas dos residuos propostos e recomendamos o uso do residuo quantil
aleatorizado que segue uma distribuicao aproximadamente normal. Para os modelos com
intercepto e inclinagao aleatoria os resultados mostraram que o processo de estimagao apre-
senta bons resultados quando o ntimero de observagoes é grande e a estrutura de regressao

do parametro de dispersao é simples.

Um procedimento para selecionar um modelo de regressao beta com efeitos aleatorios
foi desenvolvido. Esta proposta consiste em selecionar de forma metddica as estruturas de

regressao do modelo levando em conta a natureza longitudinal dos dados.

Assim, a metodologia apresentada é uma ferramenta completa e flexivel para a anélise

de dados longitudinais que sao medidos em escala continua e sao restritos a um intervalo
fixado.

9.1 Sugestoes para Pesquisas Futuras
Como possiveis trabalhos futuros propomos

e cstender os estudos de simulacao a fim de descrever o desempenho do processo de esti-
magao, considerando a influéncia de covariaveis nao temporais, dados perdidos, dados
desbalanceados, niimero de pontos de quadratura e valores iniciais nas estimativas dos

parametros dos modelos estudados,

e estender os estudos de simulagao com o objetivo de estudar o comportamento das
distribui¢oes empiricas dos residuos estudados e incorporar o residuo padronizado 2

proposto por Espinheira et al. (2008),

e avaliar o tempo de processamento e as taxas de convergéncia do processo de estimacao

nos estudos de simulacao propostos anteriormente,

e estudar o impacto da ma especificacao da distribuicao dos efeitos aleatorios nas esti-

mativas dos parametros dos modelos estudados,
e otimizar as funcoes propostas para os modelos com intercepto e inclinagao aleatoria,

e utilizar o teste escore e o teste de razao de verossimilhancas para estudar a inclusao

dos efeitos aleatorios na modelagem dos parametro,

e estudar a eficiéncia do método de selecao de modelos proposto por meio de estudos de

simulagao,
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e estender os modelos propostos considerando fungoes nao parametricas nos efeitos ale-

atorios e

e estender o trabalho para varidveis resposta com distribuicao beta inflacionada.
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Apéndice A

Funcao escore e matriz de informacao

observada

A.1 Funcao escore

Considerando a funcao densidade de probabilidade da distribuicao beta com média u e

dispersao o, denotada por Be(u, o), e definida como

o) = I'((1 - 02)/02) w((1—o?)/o?)—1
T::0) =T ) (A — )0 = 0%)/0%)" (A1)
x (1 _ y)(1_u)((1—02)/02)—1

Y

com 0 <y<1,0< pu<1lel <o <1, e considerando o modelo de regressao beta
com intercepto aleatério normal dado em (3.1), o logaritmo da funcao de verossimilhanca

aproximada (3.16) pode ser expresso como

N
(6) => log B;, (A.2)
=1
em que
Q1 Q2 Wi Wi
B‘ — . 1 2
Z (Z Z AZ 7-(_ >
k1=1ko=1
€

J ] ij

g ( (1)
A; = exp <Z logT’ ( g J) — logI’ (Mijma%> —logT ((1 — uij)g—?])
j=1 i

1—o7 1—o7
i 1 log yij + | (1 — pij) o log (1 —w45) |,

iJ i

com g (fi5) = Mij1 = w;‘;l/gl + V2121, € g2(05) = i = 5132252 + V202,
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Diferenciando o logaritmo da func¢ao de verossimilhanga (A.2) em relagdo a cada um dos
parametros ¢ obtida a fungao escore dada por U(0) = (Ugl(e), Ug2(0), Uy, (0), Uy, (0)7,

com

N T
Ug,(6) =) é :

i=1 ¢

N T
U,32 (0> = Z é )

i=1 ¢

N

D;

U>\1(0) Z Bé’

i=1

U)\Q(O) = Z Bl4>

em que X;; e X ;o s@o matrices de delineamento de ordens (n; X p1) e (n; X p2), respectiva-

mente. Os vetores n;-dimensionais D;; e D5 e as quantidades D;3 e D;4 sao definidas a seguir.

O vetor n;-dimensional D;; definido em Ug, (@) é dado por

Q1 Q2
Wi Wi,
D — Q.. P.
il Z Z AzQﬂPz T )
k=1 ko=1
com Q;; = diag{du;/dnis, ..., dpin, /dNina} € Pi = (pia, ..., pin,) ", em que pij = ((1 -
o7) /o5 iy — 1), v = log{yi /(1 — yig)}, iy = (i (1 = 03)/05)) — (1 = pig) (1 =
07;)/0%)) e ¥(-) ¢ a fungdo digama definida como 1(z) = dlogI'(2)/dz, para z > 0.

O vetor n;-dimensional D;, definido em Upg, (0) é escrito como
Q1 Q2

Di2 = Z Z AzQzQRl wklﬂ_kaa

k1=1ko=1

com QiZ = diag{daﬂ/dnﬂg, Ce 7d0-m1/d772n22} € Rz = (Tila Ce ,T’mi)—r, em que rij = —QCLZ'J‘/O'%
(§

1— 1-— 0
Qij = :uij(yz] Mz]) + IOg(l - yz]) + ¢ < O' ]) be ((1 - ul]) O' ) :

i i

A quantidade D;3 definida em Uy, (@) é dada por

y = iiAQ P\/_Zklwklwkz
1 - 1% 31 )

k1=1ko=1

com Q; = (dﬂil/dﬁﬂh ce ,dﬁbmi/dmnu)-
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A quantidade D;y definida em U,,(0) é expressa por

24 - Z Z AZQ%ZR

com QZ = (dO’il/dTh‘lg, ce

Q1

Q2

ki1=1ko=1

9 do’im /danZ) .

A.2 DMatriz de informacgao observada

V2 Zk2 wk;1 Wy

)
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A matriz de informagao observada Jyy de ordem (p X p), com p = p; + py + 2, para o

modelo beta com intercepto aleatério normal ¢ dada por

em que Jyy € obtida como

N
Jee—z

Com base na equagao (A.3) obtemos todas as derivadas apresentadas a seguir.

Jﬁlﬁl

J5152

Jgn

Jﬁl A2

J,@1,31 J,B1,32 J131>\1 JﬂlAQ

I8, I8, T Ione

J>\151 JAlﬂg J>\1>\1 ‘]>\1>\2

J>\251 JAzﬁz J>\2>\1 J)\Q/\Q
ou;/

— 00

ii 1 95,

Py 00 \ B; 00"

i 1 0°B 1 OB; OB;

2\ B, 56587 B2 96 09" )

%)
%)
)
)

il

Xz?v

(A.3)
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% D Dz
JﬁQﬁQ Z X ( 2 Bg) Xi27

12D13 DilO
o ==yl (Bape - D),

7,2D7,4 Dil
Jﬁ2>\2 ZX ( _ B‘l) 7

=1
N
Di3D;y D
T =30 (PRt - 5.
i=1 ¢ !
N 2
Di4 Di14
== (55
i=1 i ¢

em que as matrices D;5 & D;14 sao definidas a seguir.

A matriz D;s de ordem (n; x n;) definida em Jg g, ¢ dada por

QL Q2
D= > A(QuPiQuP)" +T) wk;wb,

k1=1ko=1

com T; = diag{ty1,... tin,} €

1—02 d? Lbi 1—0 d,u
tij = L (ys; — )5 — by ( ”> 7
’ 7 < PO Y e \dmig

em que by = ¥ (i (1 — 02)/0%)) + ' (1 — pi) (1 — 0%)/02)) e ¢'(-) ¢ a fungdo trigama.

A matriz D;s de ordem (n; x n;) definida em Jg g, é expressada como

Q1 Q2
w lw 2
Dig=Y > A4 (QuPi(QuR) +ViQ,Q,) ——2,
ki=1 ko=1
com V; = diag{vi,...,vin,} €

2 ( . . 1-d} , 1- o2
Vij = g (5 — mij) — ) pibi; — ¢ | (1 — i) ) -
1) ) )

O vetor n;-dimensional D;; definido em Jg », é dado por

& * * ﬁzklwklwb
Di? = Z Z Az‘ (QilPiQﬂPi + Ti) -

m
k1=1ko=1
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* T
com T7 = (ti, ... tim,) -

O vetor n;-dimensional D;g definido em Jg, », é dado por

2 & . o V220, Wi, Wi,
D;s = Z Z A (Qy PiQup R +Q;,Q,,V7) B
k1=1ko=1
com V7 = (v,... ,vmi)T.

A matriz D9 de ordem (n; x n;) definida em Jg,g, é dada por

Q1 Q2

Wi, Wi
Do = § § (O0..-R(O..-R)T ) 2k TR
9 A; (QZQRz(QZQRz) + ZZ) p
k1=1ko=1
com Z; = diag{zy,..., 2, } €

-9 dQO'ij 1 (3 2 ) ( dO‘Z‘j )2
J O'?j " dnfj2 Uij " O-i2j J d?’]ijg
em que

9 , 1— Ufj , (1 — Ufj , 1— afj
Cij = Mizbij — 2pi0 | (1 — i) 2 - ) + | (1= pig)—— :

¥ Uz]

O vetor n;-dimensional D;; definido em Jg,», ¢ dado por

Q1 Q2

k1=1ko=1

) \/§Zk1 Wiy Wiy
us

O vetor n;-dimensional D;;; definido em Jg, ), é expressado como

Q1 Q2

k1=1ko=1

) \/§Zk1 Wiy Wy
™

b

* T
em que Z7 = (21, ..., Zin;) -

A quantidade D;;5 definida em J), ), é dada por

Q1 Q2
D1y = Z Z A (Qu PiQ;, P + tr(T7))

k1=1ko=1

2
22, Wy, Wy,

™
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A quantidade D;;3 definida em Jy, ), é expressada como

Q1 Q2

* * oy 22k Zhy Wiy W
Dis = Y > Ai(QiPiQuR; + tr(Vy)) “iethle
k1=1 ka=1
A quantidade D;y4 definida em Jy,), é dada por
Q1 Q2 22£2wk1wk2

Diy= > Y A (QuRQLR: + tr(Z)))

k1=1ko=1

™
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