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Resumo

(Utilizacao de andlise de componentes principais em séries temporais)

Um dos principais objetivos da analise de componentes principais consiste em reduzir
o numero de variaveis observadas em um conjunto de varidveis nao correlacionadas, forne-
cendo ao pesquisador subsidios para entender a variabilidade e a estrutura de correlagao dos
dados observados com uma menor quantidade de varidveis nao correlacionadas chamadas de
componetes principais.
A técnica é muito simples e amplamente utilizada em diversos estudos de diferentes areas.
Para construcao, medimos a relacao linear entre as variaveis observadas pela matriz de co-
variancia ou pela matriz de correlagao.
Entretanto, as matrizes de covariancia e de correlacao podem deixar de capturar importante
informagoes para dados correlacionados sequencialmente no tempo, autocorrelacionados, des-
perdicando parte importante dos dados para interpretacao das componentes.
Neste trabalho, estudamos a técnica de andlise de componentes principais que torna possivel
a interpretagao ou andlise da estrutura de autocorrelacao dos dados observados. Para isso,
exploramos a técnica de andlise de componentes principais para o dominio da frequéncia
que fornece para dados autocorrelacionados um resultado mais especifico e detalhado do
que a técnica de componentes principais cldssica. Pelos métodos SSA (Singular Spectrum
Analysis) e MSSA (Multichannel Singular Spectrum Analysis), a andlise de componentes
principais é baseada na correlagao no tempo e entre as diferentes variaveis observadas. Essas
técnicas sao muito utilizadas para dados atmosféricos na identificagao de padroes, tais como

tendéncia e periodicidade.

Palavras-chave: Anélise de componentes principais, Analise de componentes principais para

dominio da frequéncia, SSA, MSSA.
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Abstract

(Use of principal component analysis in time series)

The main objective of principal component analysis (PCA) is to reduce the number of
variables in a small uncorrelated data sets, providing support and helping researcher un-
derstand the variation present in all the original variables with small uncorrelated amount
of variables, called components. The principal components analysis is very simple and fre-
quently used in several areas.

For its construction, the components are calculated through covariance matrix. However,
the covariance matrix does not capture the autocorrelation information, wasting important
information about data sets.

In this research, we present some techniques related to principal component analysis, con-
sidering autocorrelation information. However, we explore the principal component analysis
in the domain frequency, providing more accurate and detailed results than classical com-
ponent analysis time series case.

In subsequent method SSA (Singular Spectrum Analysis) and MSSA (Multichannel Singu-
lar Spectrum Analysis), we study the principal component analysis considering relationship
between locations and time points. These techniques are broadly used for atmospheric data

sets to identify important characteristics and patterns, such as tendency and periodicity.

Keywords: Principal Component Analysis, Principal Component Analysis in the Frequency

Domain, SSA, MSSA
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Capitulo 1

Introducao

Em muitos estudos multivariados, nos deparamos com a auséncia de analises voltadas
para estrutura temporal dos dados observados. Com isso, parte importante das informacoes
sao desperdicadas podendo gerar impactos nos resultados e conclusoes do estudo.

Neste trabalho, abordamos a técnica de analise de componentes principais para dados auto-
correlacionados. Segundo Wilks [2011] a andlise de componentes principais é possivelmente
a técnica multivariada mais utilizada para dados atmosféricos e sem duvidas é muito conhe-
cida e utilizada em outras areas.

A andlise de componentes principais foi inicialmente descrita por Pearson [1901] e desenvol-
vida posteriormente por Hotelling [1933] e, ao longo dos anos e com avangos computacionais,
a técnica tornou-se conhecida e amplamente utilizada em diversos estudos de diferentes areas.
Na analise, o objetivo principal ¢ reduzir o nimero de varidveis observadas, Xi, ..., X, pro-
duzindo varidveis nao correlacionadas, Y7, ...,Y, que sao combinacoes lineares das varidveis
observadas e que representem o maximo possivel da variabilidade de X, ..., X,,. Neste caso,
as variaveis Y’s sao chamadas de componentes principais.

O resultado sera interessante quando parte representativa da variacao dos dados observados
estejam contidas em uma pequena quantidade de componentes, de forma a reduzir o volume
de observagoes X7, ..., X, em uma quantidade Y7, ..., Yy, d < p, de varidveis nao correlaciona-
das. A analise de componentes principais nao apresenta bons resultados quando as variaveis
observadas sao nao correlacionadas.

Na grande maioria dos trabalhos publicados encontramos a técnica pela notacao PCA (Prin-
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cipal Component Analysis), mas pode ser encontrada com outras notagoes. Em dados at-
mosféricos, a técnica foi introduzida por Obukhov [1947], e tornou-se popular com Lorenz
[1956], que introduziu a notagao EOF (Empirical Orthogonal Function). Por isso, em alguns
trabalhos de dados atmosféricos, como em von Storch e Zwiers [2002], Cai e Baines [2001],
Kim e Wu [1998], encontramos a notagao EOF no lugar de PCA.

Assim como hé diferencas na notacao, encontramos muitas diferencas ou particularidades
na natureza dos dados observados de um estudo para o outro.

Na pratica, encontramos alguns estudos em que a estrutura temporal dos dados foi ignorada
para a analise de PCA e para considerarmos essa estrutura, faremos a analise de componen-
tes principais no dominio da frequéncia, que consiste em avaliar as componentes principais
das séries segundo relagoes pertinentes da densidade espectral de cada uma das séries ob-
servadas. Veremos que a densidade espectral f()\), de uma série de tempo X;, pode ser
interpretada como a decomposicao da variancia em intervalo de frequéncia A entre [—, 7].
A principal vantagem em utilizarmos a andlise de componentes principais no dominio da
frequéncia consiste na possibilidade de gerar diferentes componentes para diferentes frequéncias,
fornecendo um resultado mais elaborado e explicativo. Esta andlise de componentes prin-
cipais torna-se mais interessante quando as densidades espectrais das séries observadas sao
nao idénticas ou quando as variancias de cada uma das séries nao sejam tao bem explicadas
predominantemente por uma frequéncia .

Podemos ainda usar o método de componentes principais para séries de tempo para en-
contrar padroes como: tendéncia, oscilagao, periodicidade e ruido. Este tipo de andlise é
conhecida como SSA (Singular Spectrum Analysis).

A ideia consiste em trabalhar com a estrutura de autocovariancia de uma série X; com o
objetivo de decompor a série observada em componentes aditivas que representam padroes
da série.

Esta andlise envolve a definicao de um parametro M chamado de tamanho de janela. O
parametro define a quantidade de componentes geradas e tem grande importancia na de-
composicao e identificacao dos padroes da série X;. Veremos que a escolha do parametro M
depende da complexidade da série. Assim, quanto mais informacoes tivermos sobre a série

mais facilmente identificaremos o melhor valor M.
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No método SSA consideramos uma unica série de tempo X;. Na versao multivariada do
método, conhecido como MSSA (Multichannel Singular Spectrum Analysis), estaremos in-
teressados em capturar estruturas que considerem um comportamento mais abrangente,
levando em consideracao os efeitos entre um conjunto de L séries de tempo.

Mostramos que PCA é um caso particular do MSSA, quando o tamanho da janela M =1 e
a quantidade de séries L > 1; por outro lado, quando L =1 e M > 1 teremos o SSA.
Como no SSA, necessitamos definir a janela M com a mesma finalidade descrita, ou seja,
quanto mais informagcao sobre a série melhor sera a escolha do parametro M.

A andlise MSSA colabora de forma mais representativa que o método SSA aplicado para
cada uma das L séries, uma vez que MSSA identifica padroes ou estruturas globais de um
fendmeno ou ocorréncias, levando em consideracao a autocorrelacao de cada e entre cada
uma das L séries.

Ambos métodos, SSA e MSSA, tém ampla aplicacao em estudos atmosféricos com o objetivo

de capturar estruturas como efeitos sazonais ou periddicos.

1.1 Objetivos

O principal objetivo deste trabalho consiste em apresentar as técnicas: andlise de com-
ponentes principais (PCA), andlise de componentes principais para dominio da frequéncia,
SSA e MSSA, de forma a compara-las, descrevendo particularidades e ilustrando aplicagoes

por meio de exemplos de cada uma das técnicas.

1.2 Contribuicoes

Com a descricao de cada uma das técnicas, contribuimos mostrando que a analise de
componetes principais para séries de tempo pode ser aplicada de outras formas, que nao a
usual.

Neste trabalho abordamos a técnica de andlise de componentes principais para o dominio da
frequéncia e mostramos que podemos enriquecer a andlise e extrair informagoes pertinentes

se levarmos em consideragao as informagoes da densidade espectral das séries.
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As analises SSA e MSSA sao apresentadas como formas de utilizar a anélise de componentes
para observagoes autocorrelacionadas, com a finalidade de identificar padroes e estruturas
de uma série no caso SSA e de uma forma global para L séries no caso MSSA.

Encontramos grande parte dos trabalhos de SSA e MSSA em andlise de dados atmosféricos.
Com isso, desejamos contribuir deixando a técnica transparente e disponivel para o uso em

outras areas ou natureza de dados.

1.3 Organizacao do Trabalho

No Capitulo 2, apresentamos a andlise de componentes principais, caso classico (PCA),
com as principais propriedades e método de calculo.
No Capitulo 3, antes de apresentarmos a analise de componentes principais para o dominio
da frequéncia, descrevemos alguns conceitos relacionados a analise espectral, como densidade
espectral e periodograma.
No Capitulo 4, descrevemos a andlise de componentes principais para o dominio da frequéncia,
em que destacamos as principais particularidades e similaridade do método com a analise
de componentes principais (PCA).
Nos Capitulos 5 e 6, respectivamente, apresentamos as técnicas SSA e MSSA e no Capitulo 7
destacamos algumas sugestoes para novos trabalhos e as principais conclusoes obtidas neste

trabalho.



Capitulo 2

Analise de Componentes Principais

(PCA)

A técnica de andlise de componentes principais foi inicialmente descrita por Pearson
[1901] e posteriormente, por meios de métodos computacionais, aprimorada por Hotelling
[1933]. Com o passar dos anos e evolugoes tecnolégicas e melhores computadores, o método
tornou-se mais utilizado.

A analise de componentes principais é simples, o objetivo da analise é baseado no fato de que
partindo de um conjunto de variaveis X=(X1, ..., Xp)/ é possivel encontrar combinacoes des-
tas para produzir indices Y=(Y7, ..., Y;,)/, nao correlacionados, na ordem da sua importancia
e que descrevam as variacoes dos dados, tal que a maior parte da variagao seja represen-
tada adequadamente por poucas variaveis do vetor Y. Com isso, desejamos encontrar a

combinagao linear, tal que:
Y =c'X = X; + ... + X,

em que ¢ é um vetor fixado. Assim, procuramos a combinacao de forma que Var(Y) seja

a maior possivel, restrito a ¢’c=1. Podemos escrever Var(Y)=c'3xc em que Xy é (p X p)
. PPN . / . ’

matriz de covariancia de X=(X7, ..., X,,) . A forma de solucionar o problema é encontrar c

tal que:

’
c X
max , cc=1.

c£0 c'c
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Denotamos respectivamente os autovalores e autovetores de Xy pelos pares (A, eq),...,

(Ap,€p), em que os autovalores sdo tais que: Ay > Ay > ... > A\, > 0 e os autovetores,

!

c YxcC
!
cc

ey, ...,ep sao de tamanho unitdrio. A solugao para maxc.o é escolher ¢ = ey, para

. ~ . / . N .
o0 caso em que a combinacao linear ¥; = e;X tenha mdxima variancia e Var(Y;)=X;. Em

outras palavras:

I !
cXic e Xe
max —— = — = ).
c£0 c'c e e

A combinacao linear Y; = e/lX é chamada de primeira componente principal; a segunda com-
ponente é definida pela combinacao linear Y5 = ¢ X que maximiza Var(Y3) sujeito a c’c=1,
tal que cov(Y7,Y5)=0. Assim a solucdo é escolher ¢ = ey, ou seja, Yo = €,X e Var(Ys)=\y e de
forma similar ¢ possivel encontrar todas as componentes principais para todo A;, 7 = 1,2, ...p.
Desta forma, teremos como resultado: Y7, ..., Y, como as componentes principais e autovalo-
res Ap, ..., A, como as variancias das componentes. Assim, o total da variancia sera dado por

?_. A, e a quantidade ou parte da variancia associada & j-ésima componente ¢ ﬁ
Mais detalhes sobre o método podem ser encontrados em Johnson e Wichern [1998] e Rencher

[1997].

2.1 Aplicacao da Analise de Componentes Principais

aos Dados fMRI

Neste trabalho, escolhemos analisar os dados relativos a fMRI (functional Magnetic Re-
sonance Imaging) disponiveis em Shumway e Stoffer [2006]. Embora a analise desses dados
ja tenha sido apresentada nesse texto, fazemos a andlise com outras técnicas para podermos
compara-las.

De forma simplificada fMRI é um procedimento utilizado para relacionar atividades cere-
brais a alteracoes ou mudangas associadas ao fluxo sanguineo.

Neste exemplo, foram medidos niveis de oxigenacao do sangue apds a aplicagao de estimulos
em algumas regioes do cérebro. Os estimulos foram aplicados em 4 regioes do cortex,

X, Xog, X3p, Xgg, em 2 regioes do talamo, X, Xg; € em duas regioes do cerebelo X7;, Xg;.
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Desta forma, X;=(X1s, Xor, X3¢, Xar, Xse, Xot, X7t th)/ representa medidas do nivel de oxi-
genagao do sangue observadas na t-ésima unidade de tempo.

Os estimulos aconteceram a cada 32 segundos e entao interrompidos por mais 32 segundos,
assim o periodo do sinal é de 64 segundos. Contudo, a amostra é efetuada retirando uma
observagao a cada dois segundos dos 256 segundos do estudo. Temos para analise 128 ob-
servagoes para cada uma das 8 séries X;=(X1;, Xot, Xar, Xar, Xst, Xor, Xrt, th)'.
Apresentamos na Figura 2.1, os valores do nivel de oxigenagao para as 8 varidveis. Notamos,
na figura, que regioes diferentes do cérebro respondem de formas diferentes ao estimulo, tal
como se observa na sazonalidade do nivel de oxigenacao para a regiao do cortex e que nao
foram observadas, por exemplo, para as regioes do cerebelo.

A matriz de covariancia 3, é desconhecida e é estimada da forma usual por meio de Sy.

Para encontrarmos as componetes Y7, ..., Yg, precisamos encontrar a solucao para:

!
c Sxc
,cc=1.

max —
cZ20 CC

A estimativa dos autovalores foi (4,34; 1,13; 0,79; 0,59; 0,42; 0,35; 0,22; 0,11) e portanto,
temos para os dados observados que a primeira componente Y] explica 54,4% da variacao dos
dados e, respectivamente para as demais componentes, as seguintes contribuigoes: (14,2%;
9,9%; 7,5%; 5,3%; 4,5%; 2,8%; 1,4%).

Analisando a primeira componente, temos o autovetor associado ey, com cargas associadas
respectivamente as variaveis observadas Xi, .., Xg; respectivamente: (0,45; 0,40; 0,42; 0,32;
0,38; -0,08; 0,22; 0,39). Assim, a primeira componente explica 54,4% da variabilidade e pe-
las cargas encontradas parece descrever o efeito periédico do nivel de oxigenacao do sangue
apoés o estimulo. Como pode-se observar na Figura 2.1, as séries que representam o nivel de
oxigenacgao apés o estimulo aplicado na regiao 2 do talamo e na regiao 1 do cerebelo parecem
diferentes das demais e isso esta refletido nas suas cargas na primeira componente, que sao
as menores.

Na Figura 2.2, temos a primeira componente que, conforme haviamos descrito, evidencia a

periodicidade esperada.
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Figura 2.1: Nivel de oxigenacao do sangue para as regioes: Xqi=cortl, Xoy=cort2, Xz =cort3,
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Figura 2.2: Primeira componente principal para dados fMRI

As cargas associadas a segunda componente principal (0,00; 0,10; -0,13; -0,05; 0,18; -0,76;
-0,59; 0,07) s@o maiores para as regides 2 do tdlamo e 1 do cerebelo. As duas primeiras

componentes explicam 68,6% da variancia total dos dados.

2.2 Analise e Resultados

Os dados de fMRI apresentam uma estrutura temporal periddica dada pela resposta ao
estimulo aplicado a cada 32 segundos. Contudo, nesta andlise, aplicamos a técnica direta-
mente aos dados nao considerando a estrutura temporal das observacgoes.

A seguir, descrevemos a analise de componentes principais para o dominio da frequéncia, no
qual avaliamos o mesmo exemplo levando em consideracao a estrutura temporal e periddica
dos dados. Para isso, precisamos transformar os dados observados para o dominio da frequéncia,
ou seja, transformamos as séries de tempo em quantidades de sinal por faixas de frequéncia.
Mostramos que o resultado serda mais abrangente, possibilitando a analise de componentes
para cada faixa de frequéncia desejada. Contudo, antes de descrevermos o método precisamos

descrever alguns conceitos sobre dominio da frequéncia e analise espectral.
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Capitulo 3

Analise Espectral e Dominio do

Tempo x Frequéncia

Iniciamos este capitulo descrevendo alguns conceitos sobre dominio do tempo e da frequéncia
e em seguida descrevemos alguns conceitos sobre andlise espectral, tais como: fungao de den-
sidade espectral e estimadores do espectro. Neste trabalho apresentamos um resumo desses
conceitos, mas mais detalhes podem ser encontrados em Morettin e Toloi [2006] e Morettin

[1999].
Dominio do Tempo

O termo dominio do tempo é usado para descrever a analise de fungoes que assumem va-
lores com relagao ao tempo, seja em instantes separados de tempo para o caso discreto ou
conhecido a cada e todo instante de tempo no caso continuo.

O enfoque sobre a andlise do dominio do tempo estd voltada para modelos paramétricos (com
ntimero finito de parametros), como por exemplo modelos ARIMA, enquanto na anédlise do

domino da frequéncia os modelos propostos sao nao paramétricos.
Dominio da Frequéncia

O dominio da frequéncia pressupoe que fenomenos no dominio do tempo se repetem em in-

11
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tervalos iguais a T', sendo T' o periodo de tempo que contém um ciclo do sinal de frequéncia
A. Assim, temos a relacao A = 1/T.

O termo dominio da frequéncia é usado para descrever a andlise de funcoes que assumem
valores com respeito a frequéncia. Desta forma, no dominio da frequéncia podemos analisar
variaveis pela quantidade de sinal por unidade de frequéncia.

De forma simplificada um grafico no dominio do tempo mostra como um sinal varia ao longo
do tempo, ja um grafico no dominio da frequéncia mostra quanto do sinal reside em cada

faixa de frequéncia.

Uso do Dominio do Tempo e Frequéncia

Uma série no dominio do tempo pode ser transformada para o dominio da frequéncia por
meio de uma transformacao dos dados como a transformada de Fourier, que decompde a
série segundo as suas componentes de intensidade.

A escolha do tipo do dominio estd relacionada ao objetivo do estudo, geralmente o uso pelo
dominio da frequéncia envolve andlise de sinais/ondas principalmente nos campos de Tele-

comunicagoes, Meteorologia e Oceanografia.

Anadlise de Fourier

A andlise de Fourier é geralmente utilizada para resolver equagoes diferenciais parciais, como
por exemplo, na aplicagao nas equagoes de onda e calor.

A ideia bésica é aproximar uma fungao ¢(t), fungao do tempo, por uma combinagao linear
de componentes senoidais, em que os coeficientes sao resultados da transformada de Fourier
da série.

A seguir, mostramos algumas defini¢coes sobre fungoes peridédicas as quais terao papel fun-

damental na estimacao dos parametros na andlise de Fourier.
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3.1 Funcoes Periddicas

Dizemos que uma funcao g(t), t € R é periédica de periodo p se

g(t) =g(t+kp),k=0,£1,42, ...

Supondo p # 0, dizemos que g(t) é um harménico da frequéncia angular A e amplitude R,
se

g(t) = Rcos(At + ¢).

Temos entao um harmoénico com frequéncia angular A e periodo p = 27“, a frequéncia angular
A fornece o niimero de ciclos completos em 27 unidades de tempo e ¢ é chamado de fase e
fornece o deslocamento da onda em relagao a origem. Desta forma, podemos considerar a
frequéncia em ciclos por unidade de tempo, v, de tal forma que A\ = 27 e segue também
que p = %

Assim, por exemplo, uma onda com periodo p = 2 segundos tem frequéncia v = % ciclo por
segundo e frequéncia angular A\ = 27r% = 7 radianos por segundo. Resumidamente dizer que
v = 0,5 significa que em um segundo ocorre 0,5 de um ciclo.

Utilizando identidade trigonométrica podemos escrever g(t) da seguinte forma:
g(t) = Acos(At) + Bsen(At), A = Rcos(¢) e B= —Rsen(¢).

Sob suposigoes diversas sobre seu comportamento, podemos escrever ¢(t), t € R como uma

mistura de séries com multiplas frequéncias e amplitudes.

g(t) = Z[A cos(At) + Bsen(At)].

A somatéria pode ser uma soma infinita ou finita ou mesmo uma integral. Dizemos ainda
que a somatoria acima é uma representagao espectral de g(t).
Em aplicagoes como metereologia e oceonografia, estamos buscando a periodicidade dos da-

dos observados, por isso duas situagoes acontecem:
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i) conhecemos a frequéncia e queremos estimar amplitude e fase, como nos casos das marés

onde as frequéncias sao determinadas por instrumentos;

ii) queremos estimar amplitudes, frequéncia e fases, caso mais geral encontrado na pratica.

3.2 Estimador de Minimos Quadrados com Frequéncia

Conhecida

Suponha uma série temporal, X7, ..., X, em que X; é representado por:
X = p+ Rcos(At + @) + &,

ou, equivalentemente,

Xi = p+ Acos(Mt) + Bsen(At) + &,

em que A = Rcos(¢) e B = —Rsen(¢), com ¢ = angulo de fase, R = amplitude, A =

frequéncia e ¢, = componente aleatéria.

~

Os estimadores de minimos quadrados para (i, A, B ) serdo obtidos quando minimizarmos

a soma dos quadrados dos residuos.

N
SQR(u,a,b) = Z — p1 — Acos(A\t) — Bsen(\t)]?

t=1

e a solugao sera

| X
N
Z X, cos(At), para A # m

N
A 2 N
B:NE Xysen(Mt), para#7me B=0se A=

t=1

A

- sy A . B
RP=A*+B*e ¢= arctan(—z).



3.3 ESTIMADOR DE MINIMOS QUADRADOS COM FREQUENCIA DESCONHECIDA 15

E possivel encontrar uma solugao aproximada, quando A\ # % e nao muito préxima de

zero, dada por

p=p=X

(X; — X) cos(At)

e
I
=]
] =

t=1

B=

N
Z ) sen(A\t)

le

R=A*4+B%¢ ¢ = arctan(—z).

3.3 Estimador de Minimos Quadrados com Frequéncia

Desconhecida

A ideia é similar ao caso com frequéncia conhecida, contudo precisamos incluir a es-

timagao da frequéncia A.
Nesta secio os estimadores para ju, A, B dependerdo de ) e serdo denotados por fi(A), A(N)

e B()), respectivamente.

O melhor valor de A é o valor que minimiza a soma dos quadrados residuais ou, equivalen-

temente, maximiza a quantidade:

com A(X) e B(\) dados por

N
Z ) cos(At)

t=1

ZIN

5 N
Z ) sen(At),

t=1

lembrando que A e B sao solugoes aproximadas dos estimadores de minimos quadrados
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quando \ # %, kE=1,2,.., %

Maximizar R()\)? é equivalente a maximizar a quantidade:

X)sen(\t))?],

Mz

N - 1
I(\) = — (A1)
() 87TR " 27N Z ) cos
t=1 t=1
em que I(\) é denominado periodograma.
Assim, estimamos A maximizando I()\) e obtemos os demais estimadores do modelo utili-

zando os estimadores para frequéncia conhecida.

3.4 Analise Espectral

A analise espectral para séries de tempo estacionarias X; decompoe a série em compo-
nentes senoidais com coeficientes aleatérios nao correlacionados, juntamente com a corres-
pondente decomposi¢ao em senoides da fungao de autocovariancia y(t).

As areas com interesse em procura de periodicidade dos dados, como metereologia e oceo-

nografia sao as mais interessadas neste tipo de analise.

3.5 Transformada de Fourier Discreta

Suponha X;, t = 0,1, ..., N uma realizacao de um processo estacionario com média zero.

Entao

N
1
dM(\) = NoTo D Xyexp(—iAt), —00 < A < o0,
t=1

é denominada transformada de Fourier finita(TFF) de (X;, Xa, ..., Xy).

Embora, TFF seja definida para toda frequéncia, na pratica a frequéncia é calculada da

forma \; = N , para —M <j< % Assim, obtemos a transformada de Fourier discreta
d(\) = ZXt exp(—i2mjt/N), j=0,1,.., E
! V2t N 2
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Note que d;N) tem perfodo 27, portanto basta considerar A; no intervalo [-m,7].

Assumindo, pela definicao, que X; tem média zero,
(N _
Eld; ] =0
e desta forma a variancia é determinada por
Var[d™] = Bld{M]2.

E possivel demonstrar que para N grande, e se f (M) é continua, podemos aproximar E [dg»N)P

por f();), em que f(A;) é a densidade espectral e sera definida em seguida. Quanto mais

.. _ 2mj N—1 . N ‘ . ~
suave for f()) na vizinhanga de \; = =, —=5— < j < 5, melhor seréd a aproximagao.

3.6 Densidade Espectral

Considere Xy, t€ Z, um processo estocastico estacionario com média zero e (1), para
7=1, ..., 00, a sua matriz de autocovariancia satisfazendo, como consequéncia de um processo
estocdstico estacionario, a condicao de independéncia assintotica no sentido que valores bem

separados no tempo sejam pouco dependentes, e que

> () < .

Como exemplo, consideramos o caso de um ruido branco com média 0, e variancia o?. Desta
forma temos

v(1) = o?, para T=0
v(r) =0, para |71 [> 1.

Assim, podemos definir a funcao densidade espectral ou espectro de X; da seguinte forma:

oo

FO) = 5= > 4(7)exp(—irr), =00 < A < 0.



18 ANALISE ESPECTRAL E DOMINIO DO TEMPO x FREQUENCIA 3.6

Com isso, f(\) é a transformada de Fourier de ~y(t), em que exp(il)=cos(\) + isen(\),
i=v/—1, pela férmula de Euler.

O espectro f(\) é limitado, ndo negativo, par e periédico de periodo 27.

Como f(\) é periddico de periodo 27, basta considerar o intervalo, [-7,7] e ainda, como f(\)

é par basta representa-lo de [0,7] e com isso temos
(1) = f(\) exp(iAT)dA, T € Z,

ou seja, y(7) pode ser recuperada de f(\) utilizando a transformada inversa de Fourier.
Do ponto de vista da quantidade de informacao, o espectro e a funcao de autocovariancia
sao equivalentes.

O espectro f(\) pode ser interpretado como uma decomposigao da variancia do processo, de
forma que o termo f(\)d\ é a contribuicao da variancia atribuida & componente do processo
com frequéncia no intervalo (A, A + dA).

Desta forma, um pico no espectro indica uma contribuicao importante a variancia do pro-
cesso. O grafico A x f(\) pode ser pensado como uma andlise de variancia em que a coluna
"efeito”é constituida pelas frequéncias.

Como exemplo, novamente consideramos o caso de um ruido branco com média 0 e variancia
o? e desta forma temos:

v(1) = 0*, paraT =0

v(r) =0, para |71 |> 1.

1

Neste caso, temos f(\) = 5-7(0) = %, para -1 < A < 7.

Consideramos agora, como exemplo, um processo estacionario com frequéncia fixa \g.
X = Uy cos(2mAot) + Uz sen(2mA\ot),

em que U e Us sao independentes com média zero e variancia o2. O niimero necessério para

o processo completar um ciclo é exatamente /\io
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Desta forma :

-

v(h) = 0% cos(2n\oh) = /j exp(iAh2m)dF (N).

2

Usando a integral de Riemann-Stieltjes, temos:

F(X) =0, para A < =X\

2
F()\):%, para — A < A < Ay

F(\) =02, para A > \.

A funcdo F(A) tem comportamento similar a funcao distribuigdo de probabilidade discreta,
exceto que F(c0)=0? no lugar de 1.
De fato F'(A) é uma funcao de distribui¢ao acumulada, ndo de probabilidade mas de variancia

associada com a frequéncia .

3.7 Periodograma

A aproximacao de E[d§-N)]2 por f(A;) sugere que dada uma realizacao de Xy, t =1, ..., N,

processo estaciondrio, obtemos como estimador para f(\;):

N
(V) _y gy 2 1 2
]j —| d] | - N | ;Xtexp(_ZA]t) | )
ou, equivalentemente,
[N—-1]
N . .
I]( ):_7? Z 4(h) exp(—ihA;),
h=—[N—1]

em que [ ;N) ¢ denominado periodograma e pode ser também definido para qualquer frequéncia

Ae[-mm]eq(h) =+ Zivz_llhl XXyt ), quando E(X;) = 0. Contudo, na prética, serd cal-

culado para um numero finito de frequéncias.
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Capitulo 4

Analise de Componentes Principais

no Dominio da Frequéncia

A seguir, descrevemos a andlise de componentes principais no dominio da frequéncia.
Na analise avaliamos informacoes e relagoes pertinentes da densidade espectral de cada e
entre cada uma das séries de tempo observadas. Mais detalhes sobre o método pode ser
encontrado em Jolliffe [2002], Shumway e Stoffer [2006], Brillinger [2001], Lagerlund et al.
[2004] e McDougall et al. [1995].

Para a anédlise do dominio da frequéncia, trabalhamos com valores complexos, desta forma,
um vetor de séries de tempo X; pode ser representado por X;=X;-1Xy;, em que X; é a parte
real e Xy, é a parte imaginaria de X;. Para a técnica, trabalhamos com séries estacionarias
e com média zero.

No caso de séries de tempo complexas, X;=X;-1Xo;, dizemos que o processo sera estacionario
se BE(X}) e E(X;X}) existirem e forem independentes do tempo ¢, em que X} é o transposto
do complexo conjugado de X;.

Supondo que X; tenha dimensao (p x 1), entao a fungao de autocovariancia terd dimensao

(p X p), e serda dada por

Tox(h) = E(Xi3n X)) — BE(Xon) E(X,7).

21
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Para facilitar a notagdo, chamamos I'xx(h) =[v;;(h)], para ¢, = 1,...,p. Seguem abaixo,

algumas propriedades de T'xx(h):

(4)7i(0) > 0

(i) | 7ij(R) |*< 7:i(0)7;;(0) para todo h

Para um processo estacionario com média zero com X;=(Xy, ..., X;¢) de dimensao (px 1) e
supondo 'k (h) nao negativa definida e ), | I'xx(h) |< 00, a matriz de densidade espectral

fix () para o vetor de séries X;=Xy; — 1 Xy, serd dada por:

fx(A) = i I'yx(h) exp(—27hAi),

h=—oc0

em que fy(\) é uma matriz complexa (p X p), ndo negativa definida e Hermitiana, ou seja,
matriz quadrada de elementos complexos de tal forma que a sua transposta conjugada é
igual a ela mesma.

A andlise de componentes principais para o dominio da frequéncia sera similar a analise de
componentes principais do caso cldssico, uma vez que a matriz de densidade espectral fyx ()
substitui, para o dominio da frequéncia, a funcionalidade da matriz de covariancia 3, do
caso classico.

No caso classico observamos p variaveis X = (X, ..., Xp)/ e encontramos, por meio de com-
binagdes lineares, as componentes Y = (Yi,...,Y},) nao correlacionadas e que descrevem a

variacao dos dados observados X
Y=cX=c X+ X0+ ... +¢, X,

Como vimos, podemos encontrar as componentes principais, efetuando a maximizacao

!/
cX¥yc |,

max —
cZ0 CC
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em que X, € a matriz de covariancia de X. Neste caso, para a primeira componente, teremos

c = e, em que e; é o autovetor correspondente ao maior autovalor Ay, entao:

5>
e x€1 ’
1 = A\ para e;e; = 1.

’

Assim, de forma similar ao caso cldssico, encontramos as componentes para o dominio da

frequéncia da seguinte forma:

c(A) fx(M)e(N) '
cra?ico V0] para c(A)*c(A) =1,

em que fy,(\) é a matriz de densidade espectral. Com isso, determinamos para uma frequéncia
fixa A o total de p componentes. Assim, como resultado da maximizacao acima, determina-
mos os respectivos pares de autovalores e autovetores de fxx () (w1 (A), e1(N)), ..., (wp(N), ep(N)),
em que wi(A) > wa(N) > ... > wy(N) > 0.

Desta forma, temos para um determinado valor de frequéncia A, a seguinte relagao para o

primeiro autovetor e autovalor de fi,(A).

L S Ee(Me(Y) _er(N) x(Mer (V) _ wi(N).

cW#0  c(A)*c()N) e1(N)*er(N)

Este processo pode ser repetido para todo valor de frequéncia A até a p-ésima componente

principal.
4.1 Estimador para a Matriz de Densidade Espectral

e Escolha do Parametro da Frequéncia A

Como vimos, para um dado valor de frequéncia, podemos determinar a matriz de densi-

dade espectral da seguinte forma:

fex(A) = D Tux(h) exp(—27hNi).

h=—00
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Contudo, na descri¢ao sobre andlise espectral vimos que podemos utilizar o periodograma
como estimador para a densidade espectral. Assim, podemos estimar a matriz de densidade

espectral fyx(\) da seguinte forma:

fex(A) = Y mIn(A+1/N),

I=—m
em que In(A) = 5= Z%i:ﬂv,l] Te(h) exp(—ihA) e T () = [y (B)] = % S0y Xt Xje41m),
quando E(X;) = E(X;) =0 parai,j =1,...,p.
O total de parcelas (2m+1) é impar e os pesos sao escolhidos de tal forma que hj=h_; sejam
positivos e >, hy = 1.
A escolha do valor da frequéncia é convenientemente escolhido pelos estimadores de espec-

tros determinados pelo periodograma. Assim, quanto maior o estimador para uma dada

frequéncia A, maior sera a variancia dos dados atribuida a frequéncia.

4.2 Aplicacao da Analise de Componentes Principais
no Dominio da Frequéncia aos Dados fMRI

Neste exemplo, utilizamos os mesmos dados em que aplicamos a analise de componentes
principais pelo método classico, relembrando que foram medidos o nivel de oxigenacao do
sangue apds estimulos aplicados a diferentes localidades do cérebro.

Para o estudo, contamos com 8 varidveis Xy=(X1s, Xot, Xar, Xar, Xst, Xot, Xre, Xse) que
representam medidas consecutivas do nivel de oxigenagao do sangue segundo as N unidades
de tempo.

Para a analise no dominio da frequéncia precisamos, com base nos dados, encontrar a matriz
de densidade espectral f,:x()\) e definirmos o valor de frequéncia \.

Com o objetivo de encontrar a frequéncia A, calculamos o periodograma alisado para cada

uma das séries da seguinte forma:

) = 3 hIn(h 4+ 1N,

l=—m
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em que os pesos sao escolhidos tais que hy=h_; seja positivo e >, by = 1.

Neste exemplo fixamos os seguintes valores para hj: hg=3/9,h1=2/9,ho=1/9.

A Figura 4.1 mostra o periodograma para as 8 varidveis.

Observa-se que, para praticamente todos os periodogramas, exceto para as variaveis Xg;, X7,
identificamos um alto valor de espectro para o ciclo=4, ou seja A=4/128. Assim, identifica-
mos o parametro para estimar fy,(\). Necessitamos agora, para determinar as componentes

principais, do valor de c(4/128), tal que:

C(4/128)* £ (4/128)c(4/128) . -
T /128 eay1zs) 0 CA/128)el4/128) = 1.

Para A=4/128, encontramos para a primeira componente a explicagdo de 96% da variabili-
dade.

As cargas do autovetor para a primeira componente él(é—g), segundo as localizagoes (1,..,8),
sao respectivamente: (0,47; 0,37; 0,34; 0,28; 0,40; - 0,06; 0,17; 0,44).

Na Figura 4.2, mostramos o maior autovalor w;(\) associado a cada valor de frequéncia
A, A=i/128, i=1,...,64. Observamos um pico na frequéncia 12/128 associado predominante-
mente a varidavel X7 = cerel que apresenta, pelo teste de periodicidade de Fisher [1929] |
periodicidade para frequéncia A = 12/128 com nivel de significancia de 95%. Mais detalhes
sobre testes para periodicidades pode ser encontrado em Morettin e Toloi [2006].

As cargas do autovetor para a primeira componente él(%) sao respectivamente (0,21; 0,18;
0,34; 0,08; 0,01; 0,44; 0,61; 0,24).

Os valores estimados da primeira componente para as frequéncias A = 4/128 e A = 12/128,

sao respectivamente:

Vi (4/128) = e%(4/128)X,,
Y1 (12/128) = e,*(12/128)X.

As primeiras componentes principais para A = 4/128 e A = 12/128 estao representadas

respectivamente nas Figuras 4.3 e 4.4.
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Figura 4.1: Periodograma alisado para os dados observados fMRI: Xi.=cortl , Xor=cort2,

Xsi=cort8, Xqr=cort], Xs;=thall, Xe;=thal2, X7;=cerel, Xg;=cere2
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Figura 4.2: Maior autovalor associado a cada ciclo ou frequéncia \=i/128
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Figura 4.3: Primeira componente para a frequéncia (4/128)
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Figura 4.4: Primeira componente para a frequéncia (12/128)
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4.3 Sobre os Dados e Resultados

Na analise de componentes principais do caso cldssico, encontramos na primeira compo-
nente uma forte estrutura periddica dada pelo efeito de resposta ao estimulo a cada intervalo
regular de tempo. Desta forma, as cargas da primeira componente foram (0,45; 0,40; 0,41;
0,32; 0,38; -0,07; 0,21; 0,38).

Quando analisamos o mesmo conjunto de dados pelo dominio da frequéncia conseguimos,
por meio do periodograma, identificar de forma mais especifica a estrutura peridédica dada
pela intensidade de resposta de cada uma das varidveis ao estimulo.

Quando escolhemos o maior espectro, ou seja frequéncia A=4/128, estamos analisando exa-
tamente a frequéncia com que foi aplicado o estimulo, ou seja 1 a cada 32 segundos ou 4 em
128.

Com isso, o resultado esperado para o dominio da frequéncia, com A=4/128, deve ser similar
ao resultado da primeira componente do caso classico com baixa carga para as variaveis Xg
e X7, como de fato obtivemos.

Por outro lado, analisando a frequéncia A=12/128, encontramos altas cargas para as variaveis
Xg: € X7;, indicando que predominantemente a resposta ao estimulo, para estas duas loca-
lidades do cérebro, ocorre com frequéncia e intensidade diferentes das demais regides do

cérebro.

4.4 Meétodo Classico x Dominio da Frequéncia

A principal vantagem em utilizarmos a andlise de componentes principais no dominio
da frequéncia consiste na possibilidade de gerar diferentes componentes para diferentes
frequéncias, fornecendo um resultado mais elaborado e especifico.

No caso classico, obtivemos o efeito e comportamento de uma forma mais geral. Por outro
lado, séries que possuem praticamente um valor de espectro muito significativo para uma
unica frequéncia A, como vimos no exemplo acima, nao devem apresentar mudangas repre-
sentativas entre a analise pelo dominio da frequéncia ou pelo método classico.

No exemplo acima, tanto para dominio da frequéncia quanto para o método classico, os

resultados encontrados foram similares, contudo, Lagerlund et al. [2004] mostra que uma li-
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mitagao para o algoritmo classico de componentes principais é que duas ou mais variaveis com
diferentes frequéncias, com similar amplitude podem ser extraidas através de uma mesma
componente, tornando-se impossivel separa-las. Desta forma, Lagerlund et al. [2004] argu-
menta que uma analise apropriada de componentes principais no dominio da frequéncia
potencializa o resultado. No exemplo apresentado acima todas as séries apresentam prati-
camente o dominio pela frequéncia 4/128, por este motivo os resultados encontrados sao

similares.
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Capitulo 5

SSA Singular Spectrum Analysis

O método SSA é uma anédlise derivada da analise de componentes principais, com o obje-
tivo de decompor uma série de tempo X; em componentes aditivas que representam padroes
da série de tempo como: tendéncia, oscilacao, periodicidade e ruido. A anélise envolve o uso
de autovalores e autovetores de uma matriz de covariancia construida a partir da série de
tempo X; e um parametro chamado tamanho da janela, que indicamos por M.

Veremos mais adiante que o tamanho da janela M depende de informagoes preliminares
sobre a série de tempo e do tipo de decomposicao desejada como: tendéncia, sazonalidade,
etc.

Descrevemos o método de andlise SSA em duas etapas complementares, a primeira chamada
de decomposicao e a segunda de reconstrugao. Mais detalhes sobre o método pode ser en-
trado em Wilks [2011], Jolliffe [2002], Golyandina et al. [2001].

De forma simplificada, na etapa de decomposicao, iniciamos construindo a matriz de tra-
jetérias H que consiste em representar uma série de tempo unidimensional X; = (Xy, ..., Xn)’
em uma série multidimensional Hyy, Hpy,....H(x) para K = N — M + 1. Em seguida, fa-
zemos a decomposicao do valor singular no qual escrevemos a matriz de trajetérias H em
componentes aditivas.

Na etapa de reconstrugao trabalhamos com as componentes aditivas com o objetivo de re-
agrupa-las e determinarmos padroes e estruturas da série observada X;. Supondo, como
exemplo, que a série de tempo observada X; tenha em sua estrutura um efeito de peri-

odicidade dado por Wi; e um ruido aleatério dado Wy, podemos escrever X;=W1;+Wo;.
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Desejamos reconstruir a série de tempo com a identificacdo de dois grupos um associado a
periodicidade Wy, e um outro ao ruido Woy,.
A seguir, descrevemos com mais detalhes cada uma das duas etapas e mostramos um exemplo

da aplicacao para uma série de fMRI.

5.1 Primeira Etapa: Decomposicao

Comegamos com a contrugao da matriz de trajetorias que consiste em representar uma
série de tempo Xy, t=1,...,N em séries multimensionais de dimensao M x (N — M + 1), em
que M é o tamanho da janela e tem para a analise uma grande importancia, pois define a
dimensao da matriz de covariancia e a quantidade de componentes principais determinadas.
Dada uma série de tempo X;, t=1,...,N (padronizada), definimos H como a matriz de tra-
jetérias do vetor da série de tempo X;=(X1, Xo, ...., Xy)', em que o elemento h, representado
abaixo, ¢ o elemento de X no instante de tempo ¢, ou seja X;.

H - H(1)7H(2), ...7H(]\/v7]\4+1)7 eI que
Hy = (h1, ho, ... har)

H(Q) = (hg, hg, cees hM—l—l)

Hy-mi1) = (hn—mg1, An—pig2s - )

ou
[ b he hs o hyar |
he  hs hy -+ hn_pyo
H=1 hns hy hs <o hn-mis |

har harsr harge - hy
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em que M é inteiro definido como tamanho da janela, 1 < M < Ne K = N — M + 1.
Assim, a matriz de trajetérias H tem dimensao (M x K) e H representa uma matriz do tipo
Hankel, com elementos h; ; = hi—1 41,1 =2,...,Mej=1,.., N — 1.

Uma vez calculada a matriz H, construimos a matriz S=(s;;)=cov(H), H¢;)). Supondo X,
estaciondria, a matriz S representa uma matriz do tipo Toeplitz com [s;;] = [Vji—j)]|=F [ Xe X4 ji—j|]-

Assim, para M fixo, os elementos da matriz dependem somente da distancia |i — j| para

1,7 =1,..., M. i i
S11 S12 - S
S21 S22 SoMm
S =
SmM1 Sm2 ct SMM

Denotamos por A1, Ao, ..., \yy os autovalores e Uy , Us, ..., U, 0os autovetores, respectiva-
mente, da matriz S e d=max[i, tal que \; >0]. Com isso, se denotarmos V; = H'U;/V\;

(1=1,...,d), podemos escrever a matriz de trajetérias H em componentes aditivas:
H=H, +..+H,;,

em que H;, = \/XiUiV;. Desta forma, temos a decomposicao do valor singular (Golyandina et al.
[2001]), da matriz H com as combinacdes dos valores (v/\;, U;, V;) denominado autotriplo

da decomposicao.

5.2 Segunda Etapa: Reconstrucao

Nesta etapa, desejamos reconstruir r novas séries, em que cada uma estara associada a
uma caracteristica ou estrutura da série de tempo X;.
Construimos os respectivos grupos, agrupando devidamente os resultados da decomposigao
do valor singular da matriz H:

H=H, +..+H,,
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1)

Y

O principal desafio consiste em agrupar os valores de Hy,,i = 1,...,d, em r partes, H(
H® .. H" em que H? tem dimensio (M x (N — M + 1)) e estd associada a uma ca-
racteristica da série de tempo X;. Teremos um excelente resultado se cada uma das partes
H® H®, . H" tiver uma estrutura préxima de uma matriz de Hankel.

Construimos H® | da seguinte forma:

Temos como consequéncia r grupos, r < d, tais que H=H® + H® + . + H"),

Assim, podemos dizer que a série X; pode ser explicada por r caracteristicas dadas por
(HD ... HM), podemos usar como medida de explicacdo de cada um dos H®¥) a soma dos
autovalores das Hj, utilizados para a construcio de H®) sobre a soma de todos d autovalores,
ou seja, terfamos para HM: Zj;l )\i/Zle i

Apés construirmos HY, H® | ... H"  vamos transformar cada uma das H® em um vetor
com N elementos utilizando a diagonalizacao de H®, que nada mais é que a etapa inversa

da construgao da matriz de trajetérias H.

WA Al al
M) RE aE e n

(1) — i i i i

H W RS, kg W |
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emque K = N — M + 1.

Portanto, teremos respectivamente para cada H® o seguinte vetor H®:

em que H® tem dimensao (N

SEGUNDA ETAPA: RECONSTRUCAO

ML)
3

hg\24)72,K+h§\?71,K71+h§\24),1<72

3

)1 e thS
2

it ¢

)

x 1), e para cada i pode representar uma estrutura como

tendéncia, periodicidade ou ruido da série de tempo X;.

Como exemplo, consideramos N=6, M=4 e K=3

hy Ry by
o _ | P Ria R
M5y hiy iy
RSy Ry R |
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hih

Py this
2

i) | g (i (2)
hgl,3+h2l,)2+h3l,1
3

)

Em muitos casos, estamos procurando um padrao especifico para X;. Neste caso, avaliamos os
maiores autovalores calculados e determinamos se a matriz dos respectivos Hy,, com maiores
autovalores, seguem uma estrutura proxima de uma matriz de Hankel. Outra analise muito

importante, consiste em utilizar o periodograma da matriz H®. No exemplo deste Capitulo

utilizamos, para dados fMRI, o periodograma na anélise dos grupos formados.

5.3 SSA e Analise de Fourier

Assim como na analise de Fourier, o método SSA detecta e representa efeitos oscilatorios
da série de tempo. A periodicidade, por exemplo, pode ser representada na SSA pelas cor-
respondentes cargas dos autovetores. A analise das cargas pode revelar comportamentos
similares a fungoes trigonométricas (senos e cossenos), contudo uma das motivagoes para
usar SSA é que o comportamento observado pelos autovetores refletem padroes da série de
tempo. Em SSA podemos estar interessados em efeitos nao senoidais e além disso SSA pode
representar variacoes temporais, mudancas estruturais da série ao longo do tempo e que nao

sao como na analise de Fourier recorrentes ao longo do tempo.



54 ESCOLHA DO TAMANHO DA JANELA M 37
5.4 Escolha do Tamanho da Janela M

Uma importante decisao na andlise de SSA ¢é a escolha do tamanho da janela M. Nao
existe uma regra para definir previamente e objetivamente o tamanho da janela, entretanto
informagoes preliminares da série, bem como a estrutura que se deseja extrair pode colaborar
para a escolha do tamanho da janela.

Em geral o tamanho da janela M é menor que N/3, contudo Golyandina et al. [2001] argu-
menta que obtemos informagoes mais detalhadas da série X; quando M se aproxima de N/2,
mas a analise pode se tornar inviavel quando M se torna muito grande, dado o volume de
informacgoes. Com isso, poderiamos ter problemas e possivelmente encontrar que nenhuma
das K-ésimas componentes ajudem a obter uma boa decomposicao da série.

Por outro lado, se M for muito pequeno, podemos encontrar uma baixa qualidade na decom-
posicao da série, ou seja, M pequeno pode nao separar adequadamente os efeitos e estruturas
da série de tempo.

Para uma série de tempo com estrutura nao muito complexa, um grande tamanho de janela
pode produzir indesejadas decomposices. Assim poderfamos gerar grupos H® inadequados,
ou seja, nao refletindo adequadamente a estrutura desejada.

A seguir exploramos desafios na escolha do tamanho da janela para algumas estruturas

particulares da série de tempo.

5.4.1 Escolha do Tamanho da Janela para Extracao de Tendéncia

Para extracao de tendéncia, precisamos definir um alto valor do tamanho da janela M,
mas existem contradi¢oes em identificar fraca e forte decomposicao da série X;.
Golyandina et al. [2001] fornece um exemplo de aniversarios em que a janela é de ordem 1000,
uma vez que as componentes de tendéncias estao misturadas com componentes periddicas
semestrais.

Para uma mistura muito complexa de H=HM+H® com H® tendéncia e H® ruido
aleatorio, teremos muitos problemas para separa-los exigindo um tamanho de janela bem
elevado. Contudo, para séries menos complexas a separacao serd mais simples e exigira uma

quantidade inferior no tamanho da janela.
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5.4.2 Escolha do Tamanho da Janela para Alisamento de Curva

No caso de suavizacao da curva, podemos pensar em associar a analise com analise
espectral da série, de tal forma que seja possivel fazer a separagao entre os espectros de
baixas e altas frequéncias da série X;.

Podemos com isso estabelecer um valor M e analisar o periodograma do residuo, verificando
se todo comportamento espectral da série X; foi explicado, por exemplo, por HO. Um

problema pode existir quando nao for possivel separar o maior do menor espectro da série

na decomposicao.

5.4.3 Escolha do Tamanho da Janela para Séries Peridodicas

O desafio de escolher o tamanho da janela M para séries periédicas envolve certas par-
ticularidades relacionadas ao tamanho da janela M e o periodo da série T
Assim como na identificacao do tamanho da janela para alisamento de curva, identificaremos
o tamanho da janela M avaliando o periodograma de X,.
De forma geral para séries nao muito longas, a escolha de M é tal que a razao entre M /T
seja inteira. Para séries longas, se existir facilidade de andlise é recomendado trabalhar com
M préximo de N/2.
Golyandina et al. [2001] recomenda que para séries longas M /T seja inteiro, mesmo que nao

seja necessario.

5.4.4 Escolha do Tamanho da Janela para Séries Desconhecidas

Quando nao temos informacgoes sobre a série original, ou seja, nenhuma informacao pode
ser usada para identificar o tamanho da janela, a recomendacao é trabalhar com a andlise do
periodograma da série original X;, para conhecermos melhor a estrutura e caracteristicas da
série. Assim, através da analise identificaremos importantes informacoes sobre a estrutura
da série, ou seja, identificando o comportamento periédico de X; pelo maiores valores de

espectro estimados pelo periodograma.
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5.5 Quantidade de Grupos para Reconstrucao das Séries

Outra importante decisao consiste na escolha do valor r que estd associado a quantidade
de grupos formados na etapa de reconstrucao. Assim como o tamanho da janela, nao existe
uma regra para defini-lo objetivamente. Por outro lado, teremos um excelente resultado se
cada uma das matrizes HY, H® .. H®) tiver uma estrutura préxima de uma matriz de
Hankel.

Segundo Golyandina et al. [2001], uma boa formagao de grupos implica que a correlagao
entre as linhas e colunas das matrizes H® e HY) seja préxima de zero para i, j=1, ..., r e
i # 7.

Para dados periédicos podemos utilizar o periodograma para auxiliar na construcao dos gru-
pos. Podemos verificar pelo periodograma se toda periodicidade associada a uma frequéncia
A estd contida em apenas um dos r grupos, caso contrario, retornamos para a etapa de

formacao dos grupos até que a periodicidade observada esteja em um tnico grupo.

5.6 Aplicacao de SSA para Dados fMRI

No exemplo usamos os mesmos dados utilizados nos exemplos de componentes principais
classico e analise da andlise de componetes principais no dominio da frequéncia.
No método SSA, toda a andlise é feita sobre uma tunica série de tempo X;. Desta forma,
neste exemplo, vamos utilizar a série de tempo X;, como a medida do nivel de oxigenagao
do sangue na regiao do cortex dada por Xy, t=1...128, O grafico da Figura 5.1 mostra os
dados observados e o respectivo periodograma.
Notamos, na Figura 5.1, uma forte estrutura periédica com periodo 7' igual a 128/4=32.
Nao observamos uma estrutura de tendéncia, desta forma assumimos M = 32, conforme su-
gerimos no item de escolha do tamanho da janela para dados periddicos, ou seja M /T = 1.

Assumindo M =32 seguimos a andlise construindo a matriz de trajetérias H que tera di-
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Figura 5.1: A figura da esquerda mostra a série X; e a figura da direita o periodograma
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mensao (M x (N — M + 1)) ou (32 x 97), conforme abaixo:
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Desta forma a matriz de covariancia S serd a estimativa de uma matriz Toeplitz com di-

mensao (32 x 32).



5.6 APLICACAO DE SSA PARA DADOS FMRI 41
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A decomposic¢ao do valor singular gerou 32 componentes de forma que a matriz de trajetérias

H foi decomposta da seguinte forma:
H=H,+..+H;, d=11,...,32]

e H;, tem dimensao (M x (N — M + 1)) ou (32 x 97).
Temos na Figura 5.2, as cargas dos autovetores para os dos 2 resultados mais representativos,

22—1 Ai
com =&51-—0,87
Zjil Aj ’

0,3
0,2 -

0,1 -

0,2

-0,3

1234567 891011121314151617181920212223242526272829303132

Figura 5.2: cargas dos autovetores para os dois maiores autovalores

Nota-se que H;, (linha continua) e Hy, (linha tracejada) tém comportamento senoidal e
capturam exatamente o efeito periédico da série X; com T=32 ou 4 ciclos em 128 observagoes.
Os demais Hy,, i=3....32, representam cada uma das outras caracteristicas da série, contudo
pelo alto espectro da série orginal X; encontrado no ciclo igual 4 direcionamos o foco da

andalise para Hy, e Hy,.
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2.6

Notamos que HY=H;, + H;, e H®= Hj, +...+ Hp,, , seguem a estimativa de uma matriz

de Hankel. Os valores das primeiras linhas e colunas de H® ¢ H® | sao exibidos abaixo.

—0,54 —0,31
~0,30 —0,05
~0,03 0,22
HY =1 0,24 0,48
0,49 0,71
Wy hsy,

[ 0,36 0,20

~0,21 0,24

0,22 0,15

H® = 013 0,53
0,51 0,25

Py i3

—0,09

0,17
0,43
0,68
0,89

1
higs

0,28
0,20
0,57
0,28
0,80

2
hiys

0,18
0,43
0,67
0,89
1,06

1
h:(’>2),4

0,20
0,58
0,29
0, 80
0,05

2
h:(zQ),z;

0,43
0,66
0,88
1,06
1,19

1
higs

0,58
0,30
0, 82
0,06
—0,12

2
hiys

2
h:(’,2),97

Os graficos da Figura 5.3 representam as duas estruturas separadas de X;, apds a diagona-

lizacao das matrizes H® ¢ H® | com os seus respectivos periodogramas.

Temos que H® é responsavel pela principal estrutura da série de tempo X; capturando o

comportamento de 4 ciclos em 128 observacoes e H® capturando os demais 8 e 12 ciclos da

série de tempo X;. Como mostramos, H® e H® tém estrutura de Hankel e temos com isso

uma boa decomposicio da série de tempo X; em H®| representando o efeito periédico da

série e em H® | representando os demais efeitos de X.
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Capitulo 6

MSSA Multichannel Singular

Spectrum Analysis

O método MSSA é uma generalizacao do SSA, em que o objetivo é identificar padroes
como: tendéncia, oscilacao, periodicidade e ruido de um conjunto de séries de tempo. As-
sim, estamos interessados em capturar estruturas que representem um comportamento mais
abrangente e leve em consideragao os efeitos entre um conjunto de L séries de tempo. O
método MSSA é muito aplicado para dados meteorolégicos, por isso, grande parte das séries
de tempo sao geralmente representadas por localidades ou regioes de um mapa.

O método MSSA segue a mesma estrutura de andlise do SSA contendo as mesmas etapas
complementares de decomposicao e reconstrugao, com algumas particularidades na estrutura
da matriz de covariancia S e na escolha do tamanho da janela M.

Na decomposicao, de forma idéntica a construcao univariada SSA, construimos a matriz de
trajetorias para cada uma das L séries de tempo Xy, [ =1,2,..., L.

Utilizando as informacoes da matriz de trajetérias das L séries, calculamos a matriz de co-
variancias S de dimensao (ML x ML).

A matriz S contém informacao cruzada entre os lags de tempo para cada e entre cada uma
das L séries em sua estrutura. Na etapa de decomposi¢ao, construimos a matriz S e deter-
minamos os autovalores e autovetores associados. Em seguida, na etapa de reconstrugao,
usamos as informacgoes da decomposi¢ao para encontrarmos estruturas e caracteristicas glo-

bais e relevantes para as L séries de tempo.
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Comparando com SSA, notamos que a principal diferenca consiste em que o resultado leva
em consideracao as estruturas cruzadas das L séries de tempo. Particularmente, se L=1,
temos o resultado para SSA, se L>1 e M =1, temos o resultado da anélise de componentes
principais do caso classico.

Mais detalhes sobre o método podem ser encontrados em Jolliffe [2002], Plaut e Vautard

[1994], von Storch e Zwiers [1999], Guil et al. [2002].

6.1 Escolha do Tamanho da Janela M e da Quantidade
de Grupos

Para escolha do tamanho da janela M e da quantidade de grupos para reconstrucao das
séries, os mesmos procedimentos sugeridos para analise SSA sao recomendados.
Vimos na analise SSA que quando estavamos diante de uma estrutura complexa e com grande
quantidade de observagoes, poderiamos escolher um valor de M préoximo a N/2. No entanto
para MSSA, o tamanho da janela M e a quantidade de séries podem gerar um volume muito
grande de informagoes, tornando inviavel a anélise.
Desta forma, conhecer a série de tempo, obtendo previamente caracteristicas sobre ela, fa-
cilita a escolha do tamanho da janela para analise.
De forma geral, tudo que foi descrito anteriormente para escolha de M e para reconstrugao

da quantidade de grupos no SSA sera usado no método MSSA.

6.2 Primeira Etapa: Decomposicao

Suponha X;; a série de tempo para a [-ésima localidade para t unidades de tempo
t = 1,...,N. Desta forma, construimos a matriz de trajetérias a partir de um tamanho
de janela igual a M obtido pela anélise das informacoes disponiveis sobre as L séries.
Temos para o estudo, observacoes de L séries de tempo para N unidades de tempo e cons-
truimos L matrizes de trajetérias H;, [ = 1,..., L, uma para cada série de tempo Xy, todas
com a mesma dimensao (M x (N — M + 1)).

Denotamos por H; a matriz de trajetérias da série X;=(Xj1, Xj9, ..., X;n)' para a localizacao,
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em que os elementos hy, sao os elementos de X; no instante de tempo ¢, ou seja Xy.
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A seguir, mostramos a estrutura das matrizes de trajetérias. Para facilitar a descricao da

etapa vamos adotar duas localidades, isto é L=2. Assim temos as respectivas matrizes H; e

H; para (=1 e [=2:

Neste caso, a matriz H sera:

has
h24

h2M+1

th*M‘Fl
han—nrs2

hanN—n+3

th

h2N—M+1

h2N7M+2

h2N—M+3

han
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ou ) ;
hll h12 h’l3 e th—M+l
th h13 h/14 T th—M+2
th h1M+1 h1M+2 te hl,N
H—
h21 h22 h23 e h2N7M+1
h/22 h23 h/24 T h?N—M—I—Q
hone honrger hoprge - han

Com isso, cada uma das localidades terd uma matriz de trajetérias H; de tamanho (M x
(N —M+1)). Calculamos agora a matriz de covariancia S que terd em sua diagonal principal
(S11 a covariancia entre as colunas da matriz Hy), (Sgo a covariancia entre as colunas da
matriz Hy), ..., (Spz a covariancia entre as colunas da matriz Hy), e fora da diagonal, Sy
para | # k, a covariancia cruzada entre as colunas das matrizes H; e Hy.

Conforme mencionado, a matriz S tera dimensao (ML x ML) e os seus elementos S;; terdo
estrutura tipo Toeplitz de dimensao (M x M).

Desta forma, a matriz S tera uma estrutura Block-Toeplitz em que os elementos da sua
diagonal, S11, Sos, ..., Sy, serao respectivamente as mesmas da analise SSA se estivéssemos
analisando respectivamente Xq;, Xo, ..., X; individualmente.

A seguir descrevemos, como exemplo, a estrutura de uma matriz S com L=2 e M=3.

Sll SIZ
S21 S22

ou ainda si’; o valor respectivo da covariancia entre as localidades [ e k e entre os lags da
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série i e j. ) -
Si Siy Si3 Sit Si3 si3
S Sy Sy Sit Sy S
S31 Sk 53 Sst S5 53
S —
sii sty sis sit si3 si3
S5 Sh Sa ST T

Construida a matriz S conseguimos transformar as L séries em componentes aditivas, através
da decomposicao do valor singular da matriz H.

Assim, para L=2 e M =3, temos os respectivos autovalores e autovetores: A\;,\s, ..., A\g € Uy,
Us,, ..., Ug da matriz S e assumindo d=max]|i, tal que \; >0], temos que as matrizes de

trajetorias H; e Hy podem ser escritas como as seguintes decomposicoes aditivas:

H =H,;,+..+H,,

H,=Hy; +..+Hyy,

Definimos H;, como a matriz que contém os elementos de H; j, e Hy j;, desta forma:

em que H; = \/XiUZ-V; eV, = X’Ui/\/xi (¢t = 1,...,d). Neste caso, as M primeiras li-

nhas da matriz Hj, estao associadas a H; ;, e as ultimas M linhas associadas a Hy j,, para
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1=1,...,d.

Assim teremos a combinacao do valor singular da matriz H com as respectivas combinacoes
dos valores (\/XZ, U,;,V;), denominado autotriplo da decomposigao.

Nota-se que é possivel retornarmos a cada uma das L séries originais, utilizando a soma de
cada uma das respectivas partes/linhas de cada uma das matriz Hy,.

Verifica-se que o resultado dos autovalores e autovetores sao extraidos da matriz de co-
variancia das localidades e leva em consideracao as covariancias cruzadas entre as regioes, o
que torna o resultado diferente do que simplesmente capturarmos a estrutura de cada uma

das L séries pelo método SSA.

6.3 Segunda Etapa: Reconstrucao

Para a reconstrucao, seguimos o mesmo procedimento univariado SSA, encontramos pri-
meiro os grupos de decomposicoes: (Hgl),..., HY)), (Hgl), o Hg)), o (H(Ll), o Hg)) em
que cada Hl(i) representa uma caracteristica ou estrutura para a localidade [ do conjunto das
séries de tempo Xy, em que Hl(i) ¢ construida agrupando os valores de H; ;, para cada uma
das L localidades.

Suponda que a decomposicao gerou d partes aditivas de Hy, Hy, ....H}, , tal que:
H1 = H17[1 + ...+ Hlald

Hy =Hyp +... + Hyy,

HL = HL,Il + ...+ HL,Id

Como exemplo, podemos supor forte estrutura periddica configurada nas séries X;;. Desta
forma, devemos encontrar a periodicidade associada a cada localidade, por exemplo, nos
elementos Hgl) para a localidade 1, Hgl) para a localidade 2, ..., H(Ll) para a localidade L e

de forma analoga podemos encontrar as r estruturas das séries.
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Assim, supondo a presenca de 2 estruturas, r=2, e 3 localidades, L=3, teremos as seguintes

configuragoes para Hl(r) :

dy
Hgl) — Z Hl,fqz
i=1

dy
HY = > H,
=1

d
HgQ) _ Z H, .

i=d1+1
d1
Hél) _ Z H; .
=1
d
HgQ) _ Z H; |,
i=di+1

Nota-se uma estrutura ampliada do modelo SSA, e segue assim que:
H, = H" + H?

H, = Hy" + HY”

H; = Hy) + HY

Deseja-se que a separacao seja de tal forma que cada uma das matrizes Hgl), HgQ), Hgl),
ng) ) Hél) e qu?) tenha uma estrutura préoxima de Hankel e cada uma seja transformada,

por diagonalizacao, em um vetor com N elementos.
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Portanto, teremos respectivamente para cada Hl(i) o seguinte resultado:

Xk P T M i
i) i i i
hl(,2,1 hl(,2),3 hl(,%,4 T hl(,%,K
(1) (4) (4) (4) (4)
Hl hl,3,1 hz,3,2 hz,3,3 hl,&K ’
(%) 7 % 3
| s e Pies o Mg

em que K =N — M + 1.

e para Hl(i), teremos:

i
11,1

i i
hi12thi 21
2

hz,1,3+hz,2,3+hz,3,1
3

Py ook FP o1 k-1 PR v o
3

i i
B a1k T M -1

em que Hl(l) tem dimensao (N X 1), para cada i representando uma estrutura para a série

de tempo da localidade [, como tendéncia, periodicidade ou ruido da série.
1 2 ~ L . . , .
Portanto, Hz( ) e Hz( ) representarao as mesmas caracteristicas associadas as L séries, por

exemplo, a primeira delas pode representar a estrutura periédica das séries e a segunda uma

outra caracteristica.
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6.4 Aplicacao de MSSA para Dados fMRI

Neste exemplo, utilizamos os mesmos dados em que aplicamos os exemplos da analise de
componentes principais pelo método cléssico e a andlise pelo dominio da frequéncia.
Para o estudo, contamos com 8 varidveis X;=(X1;, Xor, X3¢, Xar, Xst, Xot, Xre, Xse) que
representam medidas consecutivas do nivel de oxigenacao do sangue segundo as N unidades
de tempo.
Para MSSA, iniciamos a analise identificando o tamanho da janela M, que determinara a
quantidade de componentes principais que iremos analisar.
Conforme apresentado na Figura 2.1 e nos periodogramas da Figura 4.1, observamos que
grande parte das 8 séries apresentam forte estrutura periddica com periodo T igual a
128/4=32 segundos, causado pela amostra a cada 2 segundos de estimulos dado a cada
32 segundos e interrompido por 32 segundos durante 256 segundos. A escolha do tamanho
da janela, seguindo o que foi apresentado anteriormente no item de escolha do tamanho da
janela para dados periddicos, serd dada por M /T = 1, ou seja M=32.
A escolha de M=32, implica que teremos para cada uma das 8 séries, uma matriz de tra-

jetérias de dimensao (M x (N — M + 1)) ou (32 x 97), conforme abaixo:

hip hie his - hgr
hio  hig hia - hios
Hl = hl73 hl,4 hl,5 s hl,99 ,l = 1, ceny 8.
i higa hizs hiza -+ hyaos |

Neste caso, a matriz H sera dada por:
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ou ) _
hii hia hig - higr
hio  hiz hia -+ higs
hise hiszs higa -+ hiiss
hop  hao haz -+ hogr
hoo has hosa -+ hoos
H=
hosa haoss hoga -+ hojos
hg1  hsa hss -+ hggr
hgo hgs hsga -+ hgos
hgzs hgss hgza -+ hgios

Partindo da matriz H, construimos a matriz de covariancias S da seguinte forma:

S11 Si2 Si3 Sis Si5 Si6 Siz Sis
Sa1 Soo Saz Sos Sos Sog Sar Sag
Ss1 Ss2 Ss3 Ssa Sss Sz Ssr Sas
Sis1 Ss2 Sus Sas Sss Sus Sir Sus
Ss1 Ss2 Sss3 Ssa Sss Sse Ssr Sss
Se1 Se2 Ses Ses Ses Ses Ser  Ses
S71 S72 S7s3 S7a St Sw St St

SSl S82 S83 S84 S85 S86 S87 SSS
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em que Sy é a matriz de covariancia determinada pela covariancia entre as colunas da ma-
triz H; e terd dimensdo (32 x 32). J& Syz= S,,, é a matriz de covaridncias cruzadas entre
as colunas das matrizes H; e Hy, para [,k = 1,...,;8. Assim, S terd dimensao (ML x ML),
neste caso (256 x 256).

Com a matriz S, calculamos os d autovetores e autovalores da matriz S, d = max|[i, tal que
A; >0], respectivamente Uy, ..., Uy e Ay, ..., Aq. Para este exemplo, encontramos 96 autovalo-
res positivos, ou seja, d=96.

Assim, podemos escrever as matrizes Hy, Hs, ..., Hgy em soma de componentes aditivas
determinando a matriz H;,, em que H;, = \/XiUiV;, e V; = X'Ui/\/xl- (1t =1,..,d), lem-
brando que \; e U; sdo repectivamente o i-ésimo autovalor e autovetor associados a i-ésima
componente, para t=1, ..., 96.

A matriz Hy,, terd os seguintes elementos:

Neste caso, as 32 primeiras linhas da matriz Hj, estao associadas a H; j, e as ultimas 32
linhas associadas a Hg j,, para i=1, ..., 96.
As matrizes Hy j;, Ho 1., ..., Hg j, terdo dimensao (M x (N — M +1)), ou seja (32 x 97), para

todo i=1, ..., 96. Desta forma, podemos escrever Hy, ..., Hg, como:

H1 - Hl,Il —|— —|— Hl,Id

Hy, = Hyy, + ... + Hy
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Hg = Hg,[l + ...+ H&]d

Verificamos que a maior contribuicao para explicar as estruturas das séries estao nas 4
primeiras componentes, capturando a estrutura periddica dos dados e contribuindo repre-

4 .
sentativamente com a variabilidade dos dados %gglif =0,6.
=1 "7

Desta forma, separamos os efeitos dos dados observados H; em uma estrutura periddica e

~ 2 7: . 1 T
outra estrutura nao periédica. Assim chamaremos Hz( ) a estrutura periddica paral =1, ..., 8

e Hl(2) a estrutura nao periédica paral=1,...,8.

Assim, para a estrutura periddica temos:
H{" = Hy, + Hy, + Hy gy + Hyy,

H{) =H,, + H,, + Hyy, + Hy,

Hél) =Hg, +Hgy, +Hgp, +Hgy,

e para a estrutura nao periédica temos:
HY =H, ;. +..+H,

H” =H, ;. + ..+ Hy,

H” =Hg,, +... + Hy 1,

Seguem abaixo os primeiros elementos da matriz Hg ) e os primeiros elementos da matriz

Hgl). Teremos um bom resultado quando as matrizes Hl(i), [ =1,...,8 e =1,2, tiverem



6.4 APLICACAO DE MSSA PARA DADOS FMRI o7

estruturas proximas de Hankel, ou seja, com elementos h;; = hi—1 jy1.

0,64 —0,34 —0,03 0,30
0,40 —0,05 0,28 0,58
H"=| _0,07 0,28 0,58 0,82
0,28 0,60 0,83 0.98

0,61 0,87 1,02 1,08

0,85 —0,61 —0,33 —0,06
0,67 —0,37 —0,08 0,18
HYY = | —0,38 —0,07 0,19 0,40
—0,11 0,18 0,40 0,55

0,15 0,41 0,58  0.68

Na etapa seguinte faremos a diagonalizacao das matrizes Hl(i), l=1,..,8¢ei=1,2, de forma
que transformaremos as matrizes de tamanho (M x (N — M + 1)) em um vetor de tama-

nho N. Denotaremos respectivamente cada uma das diagonalizacoes por Hl(i), [=1,...,8¢e

1 = 1,2. Seguem abaixo as diagonalizacaos das matrizes, Hgl) e Hgl).
—0, 64

—0,34—0,40

— ~0.03-0,05-0.07
H§1) _ 3

0,30+0,28+0,284-0,28
4

—0,47
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—0,85
—0,61—0,67
2
o —0,33—0,37—0,38
H(l) _ 3
5 =

—0,06—0,08—0,07—0.11
4

~0,69

Na Figura 6.1, mostramos os graficos das séries originais Xy;, Xo, ..., Xg € comparamos
com os resultados de I:I\g), [ =1,...,8. A linha continua representa os dados observados e a
linha pontilhada mostra o efeito periédico ajustado pelo método.

Na Figura 6.2, mostramos os graficos das séries originais Xy;, Xo, ..., Xg € comparamos
com os resultados de P/I\l@),l =1,...,8. A linha continua representa os dados observados e a
linha pontilhada mostra o efeito nao periddico ajustado pelo método.

Os resultados apresentados nas Figuras 6.1 e 6.2 mostram que foi possivel encontrar de
forma satisfatéria uma estrutura periddica causada pela resposta ao estimulo de cada uma
das 8 variaveis. Mostramos que além de identificarmos, conseguimos separa-las em Hl(l) e
H” 1=1,.,8

Podemos constatar satisfatoriamente a separacao pela proximidade de uma matriz de Han-

kel, Hl(l) e Hl(l), mostrando assim que € possivel separar X; em um efeito periddico e outro

nao periédico conforme apresentado.
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6.5 Sobre os Dados e Resultados

A anélise tem como objetivo capturar o comportamento ou estrutura de algum fenémeno,
muitas vezes, o comportamento periddico que foi encontrado pela soma dos dois maiores au-
tovalores, como no exemplo acima.

A anadlise apresentada poderia ser aplicada ao comportamento da temperatura do mar me-

dida em duas posicoes, ou a medida de algum fenomeno em duas localidades.
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Figura 6.1: Séries observadas fMRI (linha continua) e séries dos efeitos periddicos encontrados
pelo método (linha pontilhada).
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Figura 6.2: Séries observadas fMRI (linha continua) e séries dos efeitos nao periédicos encontra-
dos pelo método (linha pontilhada).
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Capitulo 7

Consideracoes Finais

7.1 Conclusoes

Em situagoes praticas o método de andlise de componentes principais classico é muito
util. A aplicagao do método em séries temporais ignora a existéncia de dados correlacionados
sequencialmente no tempo e por consequéncia, em algumas situagoes, o resultado encontrado
pode deixar de capturar importantes informacoes, uma vez que a matriz de covariancia é
insuficiente para capturar a estrutura de autocorrelacao dos dados observados.

Mostramos que a analise de componentes no dominio da frequéncia possibilita a andlise de
componentes principais para diferentes frequéncias A. Desta forma, um conjunto de variaveis
com o mesmo ciclo de tempo, como mostramos no exemplo dos dados fMRI, apresenta pouca
diferenga em comparagao com o método classico. No exemplo isso é devido a coleta da mesma
resposta ao estimulo nas diferentes localidades do cérebro. Por outro lado, o método possibi-
lida a analise para séries com diferentes ciclos de tempo, permitindo determinar e comparar
diferentes componentes principais para diferentes valores de \.

No método do dominio da frequéncia podemos, por meio das componentes, indentificar im-
portantes caracteristicas sobre os dados que nao sao observados no método cléssico e/ou
estao misturadas nas suas componentes.

Nos métodos SSA (Singular Spectrum Analysis) e MSSA (Multichannel Singular Spectrum
Analysis), trabalhamos com os dados observados no dominio do tempo. Nesses métodos a

analise ¢é feita com base na relacao entre as observacoes em diferentes unidades de tempo e

63
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as diferentes variaveis observadas, e sao muito utilizados para dados atmosféricos na identi-
ficacao de padroes, tais como: tendéncia e periodicidade.

Neste trabalho, mostramos na aplicacao do método SSA que conseguimos separar duas carac-
teristicas importantes. A primeira, correspondente a estrutura periddica da série, associada
a resposta ao estimulo aplicado a cada 32 segundos, e a segunda, correspondente a estrutura
nao periodica. Mostramos pelo periodograma das duas caracteristicas que, pelo método,
conseguimos separar satisfatoriamente o efeito periédico dado pelo estimulo.

Vimos que o método MSSA é o caso multivariado do SSA e serd um caso particular de PCA
quando o tamanho da janela for M=1.

Na andlise, assim como no caso SSA, conseguimos encontrar as mesmas estruturas: periodica
e nao periédica dos dados fMRI, em que os padroes ou estruturas identificadas leva em con-
sideracao a estrutura temporal entre as L >1 diferentes variaveis.

De forma simplificada, os métodos apresentados sao alternativas a analise de componentes
principais caso classico. Pelo dominio da frequéncia podemos encontrar as componentes prin-
cipais segundo os maiores espectros de cada uma das séries observadas tornando a anélise
mais especifica. Nos métodos SSA e MSSA, identificamos as principais estruturas reponsaveis

pela estrutura de correlacao e autocorrelagao das variaveis.

7.2 Sugestoes para Pesquisas Futuras

No desenvolvimento deste trabalho, exibimos técnicas interessantes utilizadas para de-
teccao de estruturas oscilatérias aplicadas geralmente a dados atmosféricos, mas que pode-
riam ser 1teis para outras areas.

Poderiamos elaborar um trabalho, nao exclusivo a analise de componentes principais, dedi-
cado a identificacao de estruturas oscilatorias em dados atmosféricos.

A analise pelo método MSSA impoe que todas as séries sejam agrupadas em 7 grupos. Uma
pesquisa futura poderia ser dedicada a uma generalizacao do método que permita nimero

diferentes de grupos para as séries consideradas.
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