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Resumo

Dados composicionais sdo constituidos por vetores cujas componentes representam as proporgoes
de algum montante, isto é: vetores com entradas positivas cuja soma é igual a 1. Em diversas
areas do conhecimento, o problema de estimar as partes yi,¥o,...,yp correspondentes aos se-
tores SEy,SFEs,...,SEp, de uma certa quantidade @), aparece com frequéncia. As porcentagens
Y1,Y2, - .., yp de intencido de votos correspondentes aos candidatos Cai,Cas,...,Cap em eleigoes
governamentais ou as parcelas de mercado correspondentes a industrias concorrentes formam exem-
plos tipicos. Naturalmente, é de grande interesse analisar como variam tais propor¢oes em fungao de
certas mudancas contextuais, por exemplo, a localizacio geografica ou o tempo. Em qualquer am-
biente competitivo, informacoes sobre esse comportamento sdo de grande auxilio para a elaboragao
das estratégias dos concorrentes.

Neste trabalho, apresentamos e discutimos algumas abordagens propostas na literatura para
regressao sobre dados composicionais, assim como alguns métodos de selecdo de modelos baseados

em inferéncia bayesiana.

Palavras-chave: Modelos de regressao, Dados composicionais, Selecao de modelos, BIC, FBST.
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Abstract

Compositional data consist of vectors whose components are the proportions of some whole. The
problem of estimating the portions yi,¥y2,...,yp corresponding to the pieces SE1,SEs,...,SEp
of some whole @ is often required in several domains of knowledge. The percentages y1,vy2,...,YD
of votes corresponding to the competitors Cai,Cas,...,Cap in governmental elections or market
share problems are typical examples. Of course, it is of great interest to study the behavior of such
proportions according to some contextual transitions. In any competitive environmet, additional
information of such behavior can be very helpful for the strategists to make proper decisions.

In this work we present and discuss some approaches proposed by different authors for compo-

sitional data regression as well as some model selection methods based on bayesian inference.

Keywords: Regression models, Compositional data, Model selection, BIC, FBST.
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BIC Critério de Informacao Bayesiano (Bayesian information criterion).
FBST Teste de significancia integralmente bayesiano (Full Bayesian Significant Test).
LR Teste da Razao de verossimilhanga ( Likelihood-ratio test).
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Capitulo 1

Introducao

Em diversas 4reas do conhecimento, o problema de estimar as partes yi,%2,...,Yp COrrespon-
dentes aos setores SE1,SEs,...,SEp, de uma certa quantidade (Q, aparece com frequéncia. As
porcentagens y1,ys, - . ., yp de intencao de votos correspondentes aos candidatos Cay,Cas,...,Cap
em eleicOes governamentais ou as parcelas de mercado correspondentes a industrias concorrentes
formam exemplos tipicos. Naturalmente, é de grande interesse analisar como variam tais proporgdes
em func¢ao de certas mudancas contextuais, por exemplo, a localizagdo geografica ou o tempo. Em
qualquer ambiente competitivo, informagcoes sobre esse comportamento sao de grande auxilio para

a elaboracdo das estratégias dos competidores.

Defini¢gao: Chamamos de um dado composicional a cada D-upla (y1,y2,...,yp) de nimeros
D
positivos tais que ) y; = 1. O conjunto
j=1

SD:{(y17y27"‘7yD)€RD : Yj = 1, yj>07j:1a2a---7D}

D
j=1

¢ denominado o D — 1-Simplex.

Observado um conjunto de dados {(z1e, Y1e); (220, Y2e); - - - (Zne, Une) }, Onde yjo € Sp € zj0 € Q CRY,
j=1,2,...,n, deseja-se obter um modelo de regressao paramétrico ys ~ zo. O sucesso dessa tarefa
depende, essencialmente, de dois fatores: da escolha da familia paramétrica de modelos e do método

de inferéncia utilizado. Um método bastante utilizado consiste em:

1. Selecionar uma familia paramétrica de modelos probabilisticos G = {g(ye|?)) : ¥ € ¥} (aqui

descritos por suas fun¢oes densidade de probabilidade), definidos em Sp .

2. Supor que, para cada valor de z, Ye|ze ¢ distribuida segundo G com parametro v (z,, 3), cuja

dependencia com z, é calibrada por um vetor (ou matriz) f.
3. Ajustar o vetor/matriz de parametros 3.

4. Estimar o valor de y, em ze, Prev(z,), como o valor esperado da distribui¢do G' com parametro

¥ (2, B).



2 INTRODUCAO 1.0

Assumindo que as variaveis yje|2je,J = 1,2,...,n sdo independentes, podemos formar a fungao
de verossimilhanca com respeito ao vetor/matriz de parametros J para estimar seus valores via
maxima verossimilhanca, minimos quadrados ou outro método de inferéncia.

Neste trabalho investigamos e estendemos algumas abordagens propostas na literatura baseadas

no método descrito acima. O texto estd assim organizado:

No segundo Capitulo, apresentamos dois modelos de regressao descritos em Campbell e Mosimann
(1987) e Melo et al. (2009), ambos baseados na distribui¢do de Dirichlet (a distribuicdo mais co-
nhecida definida no Simplex, Pereira e Stern (2008)). A nossa principal contribuicao referente ao
contetido desse Capitulo é o desenvolvimento de um algoritmo mais eficiente para encontrar um
ponto inicial vidvel para ser fornecido aos algoritmos de maximizacao da funcio de verossimilhanca
(Secao 2.3.2).

No terceiro Capitulo, apresentamos os modelos de regressao descritos nos trabalhos de Aitchinson
(1986) e Wang et al. (2007). O primeiro propoe uma alternativa & utilizacdo de distribuigoes no
Simplex, transformando os dados composicionais para o Espaco Euclidiano, modelando os dados
transformados e retornando para o Simplex. O segundo descreve os dados composicionais em termos
de coordenadas esféricas generalizadas e modela os adngulos diretamente em funcdo da covaridvel
X. A nossa principal contribuicdo referente ao conteido desse Capitulo consiste na completa ca-
racterizacao das transformacoes equivalentes (Segao 3.1.1) e na elaboracao de novas transformacoes
entre o Simplex e o Espaco Euclidiano (Secao 3.3).

No quarto Capitulo, aplicamos os modelos de regressao descritos nos Capitulos 2 e 3 a trés

conjuntos de dados (disponiveis para consulta no Apéndice B):

1. O primeiro é referente a 39 composicdes do solo do Lago Artico (areia, lodo e argila em funcio
da profundidade) apresentados por Coakley e Rust Coakley e Rust (1968) e adaptados por
Aitchinson (1986). A analise do solo, em geral, é um fator discriminante na érea da construgao

civil.

2. O segundo é referente ao conjunto de dados encontrado em Aitchinson (1986), constituido
pelas despesas domésticas (separadas em Manutencdo domiciliar, Alimentagdo, Outros bens

e Servigos.) de 20 homens e 20 mulheres, em fungao do total gasto.

3. O terceiro corresponde a um conjunto de dados fornecido pelo IBGE (Instituto Brasileiro de
Geografia e Estatistica) e disponivel em http://seriesestatisticas.ibge.gov.br/ relativo a vari-

acao das porcentagens de casamentos por faixa etaria e sexo no periodo 1984-2002.

A analise desses outros dois conjuntos de dados é de grande interesse para as ciéncias sociais.
O segundo constitui uma tipica pesquisa mercadologica e o estudo do terceiro pode auxiliar na
descricao de outros fenémenos direta ou indiretamente correlacionados, como, por exemplo,

a disseminagao de doencas sexualmente transmissiveis.

No quinto Capitulo expomos trés métodos de selecao de modelos baseados em inferéncia bayesiana:
BIC, FBST e Teste da razdo de verossimilhanca. Nossa principal contribuicao referente ao conteiido

desse Capitulo é um estudo detalhado do critério de Schwarz (BIC).
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1.1 Preliminares

Ao longo do texto, as composicoes observadas serdo denotadas por yje = (Yj1,Yj2,---+Yjn),J =
1,2,...,n e Y = (y;;) denota a matriz das composi¢cées. Um dado composicional genérico (ou
variavel aleatoria assumindo valores no D — 1-Simplex) serd denotado por y ou ye.

Seguindo a notacao padrao em modelos de regressdo, em lugar da covaridvel original z, € 2,
trabalharemos com a varidvel estendida ze = (f1(2e), f2(%e), .., fr(2e)) € R¥, onde fi, fo,..., fx :
Q) — R sdo transformagoes apropriadas. Para garantir a unicidade de alguns estimadores 6timos

para a matriz 3, iremos assumir que a matriz

Tle Ji(z1e)  fa(z1e) ... fi(z1e)
T2e fi(z2e)  fo(z2e) ... fr(22e)
Tne fl(zno) fZ(Zno) fk(ZTLO)

possui posto k < n (ver apéndice A).

Para simplificar a notacdo, vetores do Espaco Euclidiano RY, para ¢ genérico, serdo interpreta-

dos, eventualmente, como matrizes colunas (quando couber).

Ao longo do texto, e — s ¢ e + s denotardo, respectivamente 107° e 10°.
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INTRODUCAO

1.1



Capitulo 2

Modelos de regressao de Dirichlet

2.1 A distribuicao de Dirichlet

O modelo probabilistico de Dirichlet , Dir(Ai, Ag,...,Ap), definido no D — 1-Simplex, possui
funcao densidade de probabilidade dada por:

HyZ , (2.1)

) = A
L) =

:]b

=1

D
onde A = > N, A = (A, A,...,Ap) >0, y = (y1,%2,-.-,yp) € Sp e I representa a
1=1

oo
fungdo Gama: I'(t) = [ u'~le “du. Fazendo
0

log(I'(A)) —log(I'(A)),

Mo

T(y) = (log(y1),log(y2),...,log(yp)), AN-1) =

i=1

podemos reescrever (2.1) como f(y|la) = exp{ T(y) x ot — A(a) } ,a=A—1, —1,...,Ap—1),

donde segue que Dir pertence & Familia Exponencial.

Dada uma amostra aleatoria yie, Y2e, - - - ; Yne de uma variavel y ~ Dir(A1, Az, ..., Ap), a funcdo

x ol —n.A(a) } .

A demonstracao da existéncia e unicidade do estimador de méaxima verrosimilhanca para a Dis-

de méxima verossimilhanca é dada por

L()\|y1.3 y2.7 e 7yn.) — eXp {

S T(Y;)
7=1

tribuigao de Dirichlet pode ser encontradas em Ronning (1989). Demais propriedades da distribuicao

de Dirichlet podem ser encontradas em Pereira e Stern (2008).
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2.2 Regressao de Dirichlet linear

No modelo de regressao de Dirichlet linear, supoe-se que ye|ze possui distribui¢do de Dirichlet

com parametros dados por

A (z) mufu mi2fiz ... magPik
b(ze, ) = )\2(:96-) _ m21:521 m22:522 m2k:52k ‘< T (2.2)
AD(Ze) mp1Bp1 mp2Bp2 ... mprBpk

onde a matriz de modelo M,,,q = (m;;) indica quais dos parametros j;; fazem parte do modelo,

1sto é:

{ m;; = 1, se f3;; pertence ao modelo. 23)

m;; =0, caso contrério.

A matriz de modelo possui um papel importante na identificacdo das varidveis relevantes do
modelo (ver Capitulo 5). Neste Capitulo, porém, vamos assumir (a menos que seja mencionado)
que a matriz de modelo é completa, isto é: m;; = 1 V 4, j. Vale ressaltar que tais modelos pos-
suem algumas propriedades especiais (ver apéndice A). Assim, podemos reescrever (2.2) na forma

compacta

V(xey ) = B X Te. (2.4)

Campbell e Mosimann (1987) sugeriram um modelo de regressao fazendo os parametros
A1(Ze), A2(Te), ..., Ap(xe) dependerem polinomialmente da covariavel z, (supondo z, € R), isto

6: e = (1, 2a,...,2871).

Devido as restri¢oes sobre os parametros da distribui¢ao de Dirichlet (devem ser todos positivos),
devemos considerar apenas parametros f;; e funcoes f1, fo,..., fi tais que ¢(z4|3) > 0 para todo
valor da covariavel estendida z,. Sendo x, uma variavel continua, essa condicdo é invidvel de ser

verificada na pratica para uma dada matriz 8. Assim, vamos impor somente que

W(@je,B) > 0¥ ) € {1,2,...,n}. (2.5)

1

Espera-se’, assim, que ¢(z;o|) seja positivo para todo valor da covariével extendida z. (embora

LA condigao (2.5) garante que 8 X zo > 0 sempre que z, for uma combinacio linear de (14), (T24), ..., (Tne) com
coeficientes positivos.
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isso nao seja uma garantia).

Estimados os parametros 3, podemos prever o valor do dado composicional referente ao valor
Zpe da covaridvel x, tomando-se como estimativa o valor esperado da distribuicdo de Dirichlet com

parametros A1(Zoe); A2(Zge), - - - s AD(Z0e ), iStO é:
Prev(zos) = E(y(z0e)),  y(xoe) ~ Dir(Ai(z0s), A2(Z0s), - - s AD(%00))- (2.6)
Pelo Teorema dos momentos, ver Pereira e Stern (2008), obtemos:

[ Ai(z0e) A2(0s) AD(T0e) B & .
Prev(zgs) = (A(xo.) Ao A(xo.)>, A(zos) = > Aj(zo)- (2.7)

2.3 Estimacao de parametros

Em seu estudo sobre o trabalho de Campbell e Mosimann, Hijazi e Jernigan (2009) propdem

estimar os parametros 3;; pela maximizacao da funcao de verossimilhanga:

I
s

L(BIY1,Ya2,...Yy) [ (A(z10)) H FA <zz;l>.) }

=1

Assim,
n D
logL = Z log F(A(xl.)) + Z()\Z(xl.) — 1) * log Yii — log F<)\i($lo))] (2.8)
=1 i=1
Olog L " D
aﬁg“ - Z diGamma ( Z)‘P zie) ) — diGamma (Ai(w1)) + logyii | * 2 (2.9)
K =1 p=1
Olog L " D
BudBi; tri Ap(%a) ) = Oai * tri Ai(Tie : 2.1
8Bav0Pij ZZ; TZGamma(; p(Zle) ) s triGamma (Xi(x)) | * T2 (2.10)

. . 2 1, =i
onde diGamma(u) = mggr(u), triGamma(u) = 553§F(u) e i = { 0 (S:;SZ C;mréﬁo .

Evidentemente, a complexidade da fun¢do V log L ndo permite encontrar a solucdo da equagao
Vlog L = 0 explicitamente. Hijazi e Jernigan propuseram um algoritmo para selecionar um valor

inicial para algum método iterativo de maximizacao da fun¢ao log L, condicionado a (2.5).
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2.3.1 Algoritmo de Hijazi-Jernigan para selecao de valores iniciais

1. Extrair r amostras A, Ag, ..., A, (todas de tamanho m, m < n ) do conjunto {Z1, Zs, ... Z,},

Z] = (xjnyjo),j = 1,2,... ,n.

2. Para cada amostra A; = {Z,, Zi,,..-Zi,, }, ajuste {Yi e, Yise,---,Yi,e} por uma Dirichlet
(pelo método da méxima verossimilhanga, via algum algoritmo iterativo de maximizagao)

com parametros \;1, A2, ..., \ip, utilizando as estimativas obtidas pelo método dos momen-

tos (ver Pereira e Stern (2008)) como ponto inicial. Calcule a média amostral da covariavel

m

ze €m cada amostra, isto é: Z;4 = % > Zi;e € calcule os valores correspondentes da varidvel
J=1

extendida Te.

Obtem-se, assim, as matrizes:

—_— —

A1 A2 ... Aip T1e

A21 A22 ... Aep T2e
)

Al A2 oo A Lre

3. Obter os parametros 3;; que minimizam a norma euclidiana da diferenca

A1 A2 - An mi1811 mi2B12 ... mikBik
A1z A2z .. A2 ma1 B21 mazfB22 ... marBik

. — X [ Tle T2e Tre ]
MD A2p -+ ArD mp1Bp1  mp2Bp2 ... MprPDk

4. Utilizar os parametros obtidos como valores iniciais.

Vale ressaltar, porém, que o método iterativo de maximizacao da verossimilhanca restrito &
condicao (2.5) requer que o ponto inicial também a satisfaca e ndo ha garantias de que o algoritmo
de Hijazi-Jernigan produza sempre pontos inciais com essa propriedade. Nos desenvolvemos um

algoritmo mais eficiente para a obten¢ao de um ponto inicial.

2.3.2 Novo algoritmo para selecao de valores iniciais

1° caso: O intercepto (funcdo constante igual a 1) pertence ao conjunto das fungoes { f1, fa, ..., fr}

definidas na Secao 1.1.

1. Suponha que fi é a func@o constante igual a 1, isto é xe = (1, f2(ze),.-.)
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2. Introduza pardmetros artificiais fj,1, 8j,1,-..,6j1 , de modo a completar a primeira

coluna da matriz de modelo, caso seja necessario. Para D =4,k =3 e

A1 (ze)
Aa(ze) Ba21 0 B23
Bs1 B3z B33

0 Baz  Bas

A3 (ze) * aj. ’

Aa(ze)

{ 0 Bi2 B3

por exemplo, devemos completar com 11 e f4,1, isto é&: 1 =2,51 =1 e jo = 4.

3. Ajuste os dados observados 91e, Y2e, - - - Yne POr uma Dirichlet com pardmetros S11, 821, - - -, BD1-
B11 P12=0 P13=0 ... PBipx=0
Boi Paz=0 Poz=0 ... Pig=0
O ponto incial g* = ?1 22, “ ] " certamente satisfaz (2.5).
Bp1 Bp2=0 PBp3=0 ... Bpr=0

4. Obtenha o ponto de maximo, por maximazacao restrita a (2.5), da funcao

~ l
L = 1og L(B|Y1e,Y2e, - - - Yne) — M(n) > (B4,1)?, utilizando o ponto inicial 3*, onde M (n)

r=1
¢ uma quantidade positiva que comega com um valor baixo e vai aumentando ao longo do

nimero de iteracoes 7.

5. Descarte os valores correspondentes aos parametros artificiais adicionados (os valores descar-

tados deverao ser proximos de zero).

2° caso: O intercepto nao pertence ao conjunto das fungoes {f1, fo, ..., fx}-

1. Repita o 1° caso adicionando a funcao constante igual a 1 & esse conjunto (note que, nesse

caso, serao introduzidas D variaveis artificiais)

Observe que a funcdo L penaliza os pardmetros eventualmente adicionados de tal forma que,
ao fim do processo de maximizacao iterativo, os valores dos parametros adicionados deverdao ser
proximos a zero. Além disso, o fato de 8* sempre satisfazer (2.5) garante um método mais estavel

de obtencado dos parametros de méaxima verossimilhanca.

2.3.3 Resultados numéricos

Para avaliar a eficiéncia dos métodos propostos para selecionar um valor inicial no modelo de
Dirichlet linear, realizamos algumas simulacoes baseadas em modelos polinomiais de grau menor ou

ignal a3 (k =4, ze € R, 24 = (1, z,, 22, 23

) com um conjunto de subamostras do conjunto de da-
dos do Lago Artico. Foram selecionadas (aleatoriamente) m =1000 subamostras com 50% (n = 20) e
70% (n = 27) dos pontos do conjunto de dados original. Para cada subamostra, foram definidas, por

processos de Bernoulli, trés Matrizes de modelo com porcentagens de 1’s préximasap = 0.33,p = 0.5
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e p = 0.66. Para evitar modelos inconsistentes, também foi imposto que tais matrizes deveriam
apresentar ao menos uma entrada ndo nula por linha. Duas medidas de eficiéncia foram analisadas:
(1) A porcentagen dos casos em que os algoritmos nao foram capazes de encontrar pontos iniciais
viaveis (limitado a trinta tentativas? por subamostra); (2) O tempo médio de processamento de
cada método. Os resultados sdo mostrados na Figura 2.1. O tamanho das subamostras (20 ou 27)

pareceu nao alterar a performance e, assim, os resultados sdo mostrados juntos.

Falhas

20

B Hijazi Tempo de processamento
O Nosso Método
o | ' e o
= < 4 . ' '
o
o
— o
S~
s 2 < 8
3 °© -
2 EY £ '
> | . .
§ o By WHg |
[ g ! T
o~ ] g -
|
o] 8 e
B Hijazi
O Nosso Método
© - T T T
0.33 0.5 0.66 0.33 0.5 0.66
Completude da Matriz de modelo: Pr(m; = 1) Completude da Matriz de modelo: Pr(mj, = 1)

(a) (b)

Figura 2.1: Comparativo entre os métodos de sele¢ao de valores iniciais
para o modelo de Dirichlet linear

O grafico da esquerda mostra claramente uma maior estabilidade do nosso algoritmo: em todos
0s 6000 casos conseguimos um ponto inicial dentro da regido viavel. E claro que o tempo de proces-
samento depende da forma como os algoritmos foram implementados. Com a nossa implementagao,
o nosso algoritmo mostrou também uma superioridade com relagao ao outro, mostrada no grafico da
direita: a distribuicao dos tempos nos trés casos, para o nosso algoritmo, est4 mais concentrada em
torno das medianas que, por sua vez, sdo inferiores as correspondentes produzidas pelo algoritmo

de Hijazi-Jernigan.

2.4 Eliminacao das restricoes sobre o espaco paramétrico

Uma variante do modelo de regressao linear, proposto em Melo et al. (2009), consiste em escolher
D fungoes positivas g; : R — Rt j = 1,2,..., D (injetoras e 3 vezes diferencidveis) e aplicar a

funcado g; & j-ésima componente do produto (2.4) . Em outras palavras, supor que a funcao

P(ze|B),

é da forma

2Note que apenas o método de Hijazi-Jernigan possui um procedimento envolvendo eventos aleatérios e, portanto,
apenas este produz resultados diferentes para todos os parametros de maximizac¢ao fixados.
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A1(ze) g1( muiBrizr + migfiaza + ... + migSiker )
Ao () g2( ma1B211 + magfaara + ... + Mo S1kTk )
(e, B) = : = : ; (2.11)
AD(Te) gp( mp1Bpi1x1 + mpafpexi + ...+ mprPprTk )
Te = (x1,...,2%).

Neste modelo, a condigao (2.5) pode ser eliminada. Sob as hipoteses sobre as fungoes g;,j =
1,2,..., D esobre a matriz X de (1.1), os autores garantem a existéncia e unicidade do estimador de
maéxima verossimilhanga, baseados em um resultado de Kratschmer (2007). Porém,o que Kréatschmer
mostra é que o conjunto de possiveis amostras tais que o a funcao de verossimilhancga assume um
maximo em dois ou mais pontos distintos possui medida de Lebesgue nula. Isso garante a unicidade
do estimador de maxima verossimilhanc¢a com probabilidade 1, mas nao garante a existéncia.

Naquele trabalho, os autores utilizam a fungdo exponencial (g;(t) = €' V j). Em algumas de
nossas simulacdes com os dados do Lago Artico, porém, o uso da funcio exponencial apresentou
muita instabilidade. Uma alternativa é utilizar a fungdo Arcotangente que, a menos de uma con-
stante positiva maior do que 7, também satisfaz a essas condigdes (mais comentarios no Capitulo
4, Figura 4.2).
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Capitulo 3

Outros modelos de regressao

3.1 Transformacées Sp — RP~!

Segundo Aitchison (1982), uma das dificuldades iniciais para a regressdo de dados composi-
cionais é a escassez de familias paramétricas de modelos probabilisticos definidos no D — 1-Simplex
(a mais conhecida ¢ a Distribuicao de Dirichlet). Aitchison propoe contruir novos modelos pro-
babilisticos no Simplex utilizando distribuicées conhecidas em R? (d = D —1) por meio de transfor-
magoes bijetoras convenientes. As distribuigoes Normais-Logisticas, apresentadas em Aitchison e Shen
(1980), por exemplo, sdo provenientes da transformacao de varidveis com distribui¢do normal multi-

variada via transformacdo Logaritmo da razao (alr) :

1,92, yp) € Sp 5 (log(y1/yp),10g(y2/yp), - - - log(yp—1/yp)) € R% (3.1)

Essa nova classe de distribuigoes definidas no Simplex, porém, ndo é de serventia imediata para a,
aplicacao do método descrito no Capitulo introdutério, pois "Embora existam os momentos de todas
as ordens ... suas expressoes integrais' ndo sdo redutiveis a uma forma simples"Aitchison e Shen
(1980). Aitchison, sugere transformar os dados do Simplex para R?, aplicar o método para os dados
transformados, e retornar para o Simplex. Em um dos seus estudos de caso, ele se propoe a analisar
como varia a composi¢ao do solo do Lago Artico em fun¢do da profundidade z (Aitchinson (1986)),

supondo que o vetor

log(i‘ﬂlj)(z) = Bi1 + B2z + B3z + Pialog(z)

A = ? = 17 ’ 271 32
log(csll(ﬁZ)(Z) = 521 + ,3222 + 623z2 + B24 log(z) B XxT, T ( z. 2 Og(Z)) ( )

representa o valor esperado de uma distribuigio normal bivariada N?(u(2), ), onde 3 independe

de z. Aitchison sugere a estimacao dos parametros 3;; e ¥ por minimos quadrados multivariado ou,
sob a hipotese de normalidade, pela maximizagao da fun¢ao de verossimilhanga (Aitchinson (1986),
pag. 160).

'Em particular, a expressdo correspondente ao valor esperado

13
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No caso geral, supondo que

alr(ye)|ze ~ N(u(zs), 2), (3.3)

a funcao de verossimilhanca é dada por: L(Bij,1 < i <d, 1 < j < k,X[alr(Y1e),---alr(yne)) =

<(27TW12|E\1/2> Hexp {—(alr(yie) — p(z16))" x 271 x (alr(yie) — p1(z1)) } (3.4)
I=1

onde p(x) = (x,B) possui a mesma forma de (2.2).

Vale ressaltar que:

e Para modelos com matriz de modelo completa, os estimadores (para ) de méxima verossi-

milhanca e de minimos quadrados, que minimiza

Res®(8) = Y || (alr(yis) — p(w0)) |, (3.5)
i=1

sao idénticos e podem ser obtidos por meio da resolu¢ao de um sistema linear (ver apéndice A).

e No caso de ajuste total (onde o residuo quadrético (3.5) é igual a zero) a fungao de verossi-
milhana (3.4), calculada nos parametros f3;; de ajuste total, depende de ¥ apenas pelo inverso
do seu determinante, o qual pode aproximar-se indefinidamente de zero 2. Isso mostra que,
nesse caso, a funcao de verossimilhanca ndo é limitada em X e, portanto, a estimacao de X
por maxima verossimilhanca pode, eventualmente, ndo fazer sentido. Determinar quais casos

sao patologicos, porém, parece ser uma tarefa complexa.
3.1.1 Abrangéncia do método

Ressaltamos que o desenvolvimento descrito acima pode ser feito para qualquer transformacao de
Sp para R Além da transformacio alr, as seguintes transformacoes sao apresentadas em Aitchison
(1982).

2 Um exemplo de uma sequéncia de matrizes positivas-definidas com essa propriedade é (%I)k c W onde I denota
a matriz identidade.
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Nome Especificacao
. g . 'UZ:lOg yzz 7221727 7d
Multiplicativa (My) -3y
j=1
vlzloglﬁﬁ, v; = log L i=2,...,d
Hibrida (Hy) <1— _Zl yj) (1— Zl yj)
J= J=

Tabela 3.1: Transformacdes logisticas elementaresy € Sp — v € R?

Outra transformacao pode ser obtida por meio da transformacao clr (centered log-ratio):

y= (Y1, 92 --,yp) € Sp 5 (log(y1/9(y)),log(y2/9(y)), .. log(yp/9(y))) € V, (3.6)

apresentada em Aitchison et al. (2000), entre o D — 1-Simplex e o hiperplano V', paralelo a ele,
onde ¢(y) é a média geométrica da composi¢ao y. No entanto, o contra-dominio da transformagao
clr, ndo é o espaco euclidiano R? mas sim um subespaco de R” isomorfo a ele (os vetores trans-
formados possuem, ainda, D componentes). Para obtermos vetores em R?, precisamos compor a
funcao clr com algum isomorfismo linear T entre V e R? como, por exemplo, a funcio que retorna
as coordenadas de um elemento de V' com relagdo & uma certa base B. Uma possivel escolha para
B é:

vy Vo vy )
B:{ ,,...,},v-:(l,...,l, —j ,0,...,0) (3.7)
o] [|vz]] |[val| ! ~—
posicao j+1

Porém, simulacdes com os dados do Lago Artico geraram as mesmas funcdes de previsio,
trocando-se a transformacao alr pela transformagao T o clr (para o isomorfismo 7' relativo a base
(3.7)). Determinar as condigdes sob as quais transformacoes distintas levam a resultados idénticos
caracteriza, portanto, uma questao de fundamental importancia para determinar a abrangéncia do
meétodo descrito na secdo anterior. Aitchison da o primeiro avanco nessa direcdo, ao mostrar que a
funcao de previsao (para a transformagao alr) é invariante sobre permutacoes das componentes das

composigoes (ver Aitchinson (1986), pag. 161). Nos obtivemos uma resposta geral para essa questao:

Definicao: Duas transformacoes 11, T» : Sp — RY sdo equivalentes se T} (ye)|ze ~ N(u1(zs) =

B1 X xe , Y1) sempre que To(Ye)|Te ~ N(ti2(xe) = B2 X xo X2) € vice-versa.

Teorema 1. Duas transformacies Ty, Ty : Sp — R? sio equivalentes se e somente se T} o T2_1 :
R? — R? ¢ uma transformacio linear. Nessas condi¢es, as fungoes de previsao Prevr, (xze) =
T (B1 % xe) and Prevr,(xze) = Ty (Ba X ), dadas pelas estimativas de mdzima verossi-

milhanca ,6/’\1 e B\g, sGo idénticas (para modelos com matriz de modelo completa).
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Prova:

Suponha que 77 o T2_1 : Ur— M x U élinear (M denota a matriz da transformacao 17 o T{l
com relaco a base canonica de R? ).

E um fato conhecido sobre a distribuicio Normal, que

To(ye)|Te ~ N (B2 X T4, 2) <= M X To(4) |26 ~ N(M X Bo X 14 M x Lo x M?).
—_—

T1(ze)
Por (A.5), temos que
> w(Tilye) — B x e = 0, j=1,2,....k. (3.8)
=1
> w(Talyie) — o x e = 0, j=1,2,....k. (3.9)
=1

Substituindo Ti(ye) = Ti 0Ty ' (Ta(yie)) = M x Ta(ye) em (3.8), obtemos

> ay(Talyie) = M~ x By x ae = 0, j=1,2,... k. (3.10)
=1

Comparando (3.9) e (3.10), devemos® ter BAl =M x B\Q e, entao,

Prev[Tl](x.) = Tl_l(M X B\Q X Ty) = TQ_I(B\Q X Ty) = Prev[TQ](x.).

Por outro lado, suponha que 77 e T, sdo equivalentes e seja & =717 o TQ_I.
Tome k =d e f1, fo,..., fq, definidas no capitulo introdutoério, tais que xe = 2o V 2¢ € 2.

Por hipotese, para w(ze) = T1(Ye)|Te ~ N (x4, X1) (/1 = matriz identidade), devemos ter

¢ =((ze) = To(ya)|ze ~ N (B2 X T4, X2), (3.11)

para certas matrizes B2, Yo (V zo € ).

3Pois M x B, também satisfaz (A.5).
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Além disso, se w(xz,) possui f.d.p. (funcao densidade de probabilidade) f(w|xe), entdo ((ze)
possui f.d.p. h(C|ze) = f(P(C)|xe) ‘%% .

Por (3.11), h(C|zs) € simétrica com relagdo a ¢ e f2 X zo. Logo, seu gradiente (como funcao de

xe) deve se anular em x} = 62_1 x (. Portanto,

0 = Vh(z,[¢) x B2 = V[f(z,|®(C)) x

). (312)

£0

Segue que z} = ®((), isto &: ®(¢) = B x (V¢ € RY)

Corolario 1. 1. alr e alr o P sao equivalentes para qualquer permutacdo P das componentes

das composigoes.
2. Toclr ealr sio equivalentes para todo isomorfismo linear T : V — R¢

3. As Transformagoes logisticas Multiplicativa (Mg) e Hibrida (Hg) sio equivalentes somente
para D < 3.

Prova:

1. Sejam T} = alr o P e Ty = alr. Sem perda de generalidade, vamos supor que P é uma trans-

posicao, isto € P(y1, ..., Yis -3 Yjr-- YD) = (Y1 Yjr- -+ Yis-- -, YD)
Para u = Ty(y) € RY, temos:
1° caso: i < j < D.

T (Ty Y (w) = Ti(y)
= alr((y1, -, Yjs - Yis YD)
= (log(yi/yp),...log(y;/yp),--.,log(yi/yp), .. .log(yp—1/yp))

= (Ul Uy Uy, Ug)

2° caso: 1 < j=D.

Ti(TyH(w) = Ti(y)
= alr((y1,---,Yjs---»YD—1,Yi))

= (log(y1/vi), - -, log(y;/yi), - - -, log(yp—1/v:))
= (u1—ui,...,uj—ui,...,ud—ui)



18 OUTROS MODELOS DE REGRESSAO 3.2

2. Para u = alr(Y), temos

d
T(dr(Y))=T (DDlul -5 ;uj, e %ud - 5> uj, -3 > uj>.
J

3. eParaD=2 My(Y)=HysY)VY € Sp.
e Para D =3 e My(Y) = u, temos Hy(Y') = (uy,uo — uq).
o Para D >3, My(Y) =ue Hyg(Y) = w, temos que ws = uz + uz — log(y2), e log(y2) nao

pode ser expressa como combinagao linear de uq, us, ..., uq.

3.2 Coordenadas esféricas

Wang et al. (2007) sugeriram um modelo de regressao baseado em outra parametrizacao do

Simplex por coordenadas esféricas?:

d __
(a17a27"'7ad) S (]07%}) l—)y GSD
d .
no= 1 sinay),
j=1

d

vi = cos(oi—1) [] sen(ey), i=2,3,...,D (3.13)
j=t
yi = 7 j=12,...,D.

Nesse modelo, os dados transformados, correspondentes as coordenadas angulares oy, as, . . ., ag,

sao modelados diretamente em funcao das covaridveis por algum método de inferéncia. Segundo os
autores, esse modelo apresenta uma vantagem sobre o método de Aitchison, ja que, como néo ha
divisbes, o modelo comporta dados composicionais com componentes eventualmente nulas. Infeliz-
mente, porém, o problema de lidar com componentes nulas (o qual nos abstemos nesta apresentacao)
nao nos parece ter uma solucao tao simples.

Segundo os autores (que se limitam ao uso de covariaveis unidimensionais, mais precisamente o

tempo), o modelo consiste em construir d modelos, um para cada coordenada angular:

Qj(t) = hj(t)—l-éj(t), 7=1,2,....,d, (3.14)

onde hj(t),j =1,2,...,d s@o as fun¢des que descrevem os modelos e €;(t) sao os erros observa-
dos.

40 qual suporta componentes nulas nas composicges.
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Naquele trabalho, os autores utilizam fun¢oes polinomiais para as funcoes hj;,j = 1,2,...,d.
Mais em geral, podemos supor que tais fungoes sdo combinacdes lineares de fungdes de livre escolha,

como assumido nos Capitulos anteriores, isto é:

hy(t) mirx B11 maz x B2 ... mag * Bk fi(?)
ho(t maq * 3 mog * 3 ce. Mg x B fo(t
2(t) _ 21 * P21 22 * P22 26 * Pk | 2(t) ? (3.15)
ha(t) mp1 * Bar Mag * Baz .. Mk * Bak fi(t)
onde fi(t), f2(t), ..., fu(t) € Mpmoq = (myj) sdo definidas nas Segoes 1.1 e 2.2, respectivamente.

Sob tais hipoteses, podemos listar alguns inconvenientes na implementacao e aplicacdo desse modelo

de regressao:

1. Uma primeira dificuldade diz respeito ao método de inferéncia utilizado para a estimacao dos
coeficientes (5. A escolha mais natural, certamente, € a estimacio por minimos quadrados.
Porém, assim como no modelo de Dirichlet linear, o processo de otimizacao deve ser condi-
cionado, ja que os angulos devem sempre pertencer ao intervalo [0,7/2]. Por outro lado, a
funcao a ser minimizada (a soma dos quadrados dos residuos) é uma forma quadrética po-
sitiva definida e, portanto, assume um tnico ponto de minimo (o Gnico que anula o gradiente).
Consequentemente, se um tal ponto de minimo nao se encontra na regiao viavel, qualquer algo-
ritmo de maximizacao condicionada resultard em um ponto da fronteira. Em outras palavras,
existirdo indices 7 e j para os quais teremos h;(t;) = 0 ou hj(t;) = /2 e, portanto, ha grande
chances de que h;(t) < 0 ou h;j(t) > /2, para t proximo a ¢;, o que tornaria o modelo

inutilizavel.

2. Ironicamente, esse inconveniente se torna ainda mais provavel nos casos para 0s quais o mo-
delo foi desenvolvido, isto é, nas aplicacoes onde o conjunto de dados possui composicGes
com algumas componentes nulas. Pois, para qualquer método de inferéncia cujo objetivo seja
a aproximacao das funcoes hi, ho, ..., hg aos dados observados, componentes nulas gerarao

fungdes assumindo valores proximos a regido da fronteira.

Nao fomos capazes de reproduzir os resultados apresentados pelos autores na anélise de seus

conjuntos de dados (vale ressaltar que o método de inferéncia utilizado nao foi explicitado).

O primeiro conjunto de dados, constituido por doze composicoes com quatro componentes cada,
foi gerado para simulagoes (a covariavel assumindo os valores 1,2,...,12). O segundo, constituido
por doze composicoes com trés componentes cada, é referente & variacao das componentes da econo-
mia chinesa (setor priméario, secundario e tercidrio) entre os anos de 1990 e 2001. Considerando

modelos polinomiais, os autores expdem as seguintes estimativas

05 (t) = 1.4289 + 0.0304¢t2 — 0.0009¢>
03(t) = 1.6346 — 0.1263t e
0% (t) = 1.4546 + 0.1149¢ — 0.0317¢? + 0.0013¢3

0! (t) = 1.0572 — 0.0161t + 0.0007t2

04(t) = 1.1572 — 0.0214¢ + 0.0008¢> ° (3'16)
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Nos obtivemos as seguintes estimativas de minimos quadrados (por maximizagao irrestrita):

0% (t) = (9.864e — 1) — (3.627e — 2)t2 + (2.753e — 3)t3
05 (t) = (1.635¢ + 0) — (1.264e — 1)t
04 (t) = (1.486e + 0) + (1.012e — 1)t — (2.983e — 2)t2 + (1.221e — 3)¢3 (3.17)

0%(t) = (2.873¢ + 3) — (2.871e + 0)t + (7.178¢ — 4)t?
05(t) = (3.077e + 3) — (3.07le + 0)t + (7.666e — 4)t?

Para o primeiro conjuntos de dados, a estimativa de minimos quadrados nao encontra-se dentro
da regido viavel (05(2) = 1.579 > 7/2).

3.3 Outras transformacoes no Simplex

Motivados pelo método geral proposto na Secao 3.1.1, fomos & procura de mais transformagoes
entre o Simplex e o Espaco euclidiano. De forma independente®, encontramos uma série de outras
transformacoes baseadas em coordenadas esféricas generalizadas.

Ao contrario das transformacgoes da tabela 3.1, a transformacdo alr possui uma facil

interpretacdo geométrica, como mostrado na figura 3.1.

Y3
II\\s
/ \“
1 ~
I' \‘\
1 \\
ll ‘\
1 . Y % S
RN A
l’ 1 \\f\,’ 1 : AN .
I' : A —"—‘ > 2
1 ) v ,—"
, .-
,'l 7Ty (a, )y
L -
- alr(y) = (log(tg(an)), log(tg(az)))

Y1

Figura 3.1: Interpretagcao geométrica da transformagao alr

% O trabalho de Wang s6 foi conhecido posteriormente.
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Como podemos observar, essa transformacao
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é baseada na parametrizacao ¢, do Simplex, em

termos das coordenadas angulares periféricas a; e ap. Mais transformacoes sdo obtidas ao consi-
derarmos a parametrizacdo do Simplex por coordenadas angulares centrais (coordenadas esféricas),

como exemplificado na figura 3.2, para D = 3.

z1 = cos(a) * cos(ag)
29 = sen(a) x cos(a) -
zg = sen(az) it
, l
-1 S
V=77 *7 P
/ '
/ '
1
’ 1
N 1
1 l'
! 1
! )
! ]
! '
' I
1 1
[
1 1
LI
L)
w/ ="
Y1

Figura 3.2: Parametrizacao

Essa parametrizacao pode ser extendida

lizadas:
v: (a1,09,...,0q4
d
z1 = |[] cos(a
j=1
zi = sen(aj—1

Y

€ a sua Inversa

z = y/llyll

A
@< -
“als bR
A\
’ K} RS
1 ~ ~
SRR ~
AN S
AN 1 S
N .
\
N .
A . Y
\ . \
N
\'Z N Y
¢ A N
¢\ ~ AY
’ \ s \
.
y ¢ \ N 1}
'S \ ~ 1
". \ S
YO \ s~
G2, \ A | > Y2
\ T =7 ?
-
~ -
ar Ny ' - 4
N
~ .- v
- ’
4

do 3-Simplex por coordenadas esféricas

para D > 3, utilizando coordenadas esféricas genera-

d
z [ )%
j=1

) € (0.3)" —y esp
i)y
d
)41;[4608(0434)7 1=2,3,...,D (3.18)
(3.19)
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Obtendo-se as cordenadas angulares «i,ao,...,aq, podemos compor novas transformacoes
entre o Simplex e o Espago Euclidiano, aplicando-se as fungoes tangente e/ou logaritmo (ou ou-
tras funcoes adequadas). Note que hé relagao biunivoca entre os modelos baseados em coordenadas
angulares periféricas e centrais. A transformacao correspondente & Logaritmo da razdo, em coorde-

nadas esféricas, é a transformacao Log-esférica , dada por:

logE's
SDgf

y € =" (log(tg(ai)),log(tg(az2)), ... ,log(tg(eq))) € RY,

(3.20)

-1 Zi+1

z = y/llyll, o =tg -
\ = %
4=1

Aplicando-se a func¢io tangente diretamente, obtemos uma nova classe de transformagdes:

Defini¢ao: A transformacao Tangente-esférica com parametros hy, ho, ..., hq :|0, 5[—] = 5, 5]
é definida por
TgEsf d
y € Sp " (tg(hi(an)), tg(he(az)),. .. tg(ha(eq))) € R, (3.21)
onde aq,qo, ..., a4 sao dados em (3.20).

A transformacao correspondente a tangente-esférica com parametros lineares (hj(z) = 2z —

m/2, ¥ j), em coordenadas angulares periféricas, é:

y € SDTMiOz e R%, zj = tg (2*arctg <y]> —];>,j21727...,d (3.22)
YD

Utilizando a relagdo tg(2z — m/2) = % (tg(x) - >, (3.22) assume a forma simplificada

tg(x)
TgRatioly) = (y _Yp Y2 _Yp Ya_ yD) (3.23)
2\up wvi’yp v yp  va

Proposicao 1. Tiopsp o P1 e Tiogrsy © P2 sdo equivalentes para duas permutagoes Py e P se e
somente se P; P{l permuta apenas as duas primeiras componentes das composigoes (andlogo para

Tigrsf com pardmetros lineares).

Prova:

4 z
3—, ..., log—=2—= | e, claramente,

d
2 2
X 2 2 2
j=1 j=1
uma permutaciao que represente uma transformacao linear deve fixar todas as somas sob as raizes

Para z = g, temos que Tiogrsf(y) = |log2, log
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quadradas.

Corolario 2. {Tj,gpsf o P : P é uma permutagdo de 1,2, ..., D} possui % classes de equivaléncia

distintas (o mesmo para Tigesf com pardmetros lineares).

3.3.1 Observagoes

Estatisticos frequentemente procuram procedimentos invariantes sobre mudancas de coorde-
nadas. Sendo assim, alguém poderia questionar o uso das transformacoes esféricas, ja que elas
produzem resultados diferentes permutando-se as componentes das composicoes. Porém, devemos
ressaltar que essa mudanca de coordenadas nfo representa apenas um artificio para simplificacao
de cédlculos, mas sim uma mudanca sobre todas as hipoteses estatisticas consideradas (de acordo
com a definicdo de transformacdes equivalentes). E claro que, em cada aplicacio, quanto mais
estreita a relagdo entre as hipoteses estatisticas e a natureza dos dados, maior a adequagao do
modelo. Portanto, se os dados seguem o modelo linear Logaritmo da razao (em um sentido es-
trito), ndo serd possivel obter resultados melhores pela aplicacdo de outros modelos. Porém, se
assumimos que cada hipdtese estatistica possui a mesma probalidade de ocorrer (assumirmos uma
priori uniforme), entao provavelmente encontraremos um modelo melhor entre os % gerados por
permutagdes dos modelos esféricos do que o dnico modelo gerado pelas permutacoes aplicadas a
transformacao Logaritmo da razdo. Esse parece ser o caso para as composicdes do Lago Artico,
como mostrado no Capitulo 4, figura 4.3. O melhor modelo Log-esférico apresentou um ajuste
mais adequado do que o ajuste pela transformacao alr e os outros modelos Log-esféricos tampouco
apresentaram pior desempenho.

O modelo Tangente-esférico (com parametros lineares) nao gerou bons resultados para os mes-
mos pardmetros fixados nessa anélise. Porém, com um pouco mais de insisténcia, conseguimos
produzir (artificialmente) funcdes f;s de modo a gerar resultados adequados, como mostrado na

Figura 4.4.

3.4 Meétodo dos minimos quadrados no Simplex
Por meio da transformacdo clr (3.6) e da estrutura euclidiana de R”, Aitchison introduziu no
D — 1-Simplex uma estrutura de R-espaco vetorial® e um produto interno do qual deriva a distancia

1/2

D 2
Ay, w) = Z <log g?;/) — log ngj)> , g = média geométrica (3.24)

Jj=1

6 Mais em geral, se (V,+,.) é um espaco vetorial e » : V +—— B é uma funcio bijetora, entdo ¢ define um
isomorfismo de espagos vetoriais entre V e B, com as operagbes em B @ : B x B+—— B, e :R x B +— B definidas
por b1 © bz = (@ H(b1) + ¢ ' (b2) ), aeb=p(a.p (b))
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(conhecida como a Distancia de Aitchison) que "possui todas as propriedades necessarias para

aplicagoes em analise de dados composicionais ", Aitchison et al. (2000). Da mesma forma,
n 1/2
(Z A(Y;, ZZ->2> (3.25)
i=1

define uma distancia em (Sp)™ que, segundo os critérios de Aitchison, poderia ser considerada
como favorita entre as demais distancias. Logo, observados (z1e,Y1e), (Z2e,%2e); - - - (ZTne,Yne) € dada
uma familia paramétrica de modelos de regressao {h(|3) : § € B}, podemos pensar em um método

de ajuste do tipo minimos quadrados, isto é: escolher o modelo que minimize a quantidade

n
R*(B) = ) Alyie: h(xis] 5))%. (3.26)

i=1

P Avei ; —1.G; — (3 92 gD

Para varidveis assumindo valores no D—1-Simplex, modelos da forma g (Zgj S SITIRRRED SrT ) ,
onde g1(zs), g2(Z), - - ., gp(xe) sdo funcdes positivas da covaridvel z,, representamn candidatos natu-
rais. De fato, se y1,y2, - - ., YD, s20 varidveis positivas de mesma espécie modeladas, respectivamente,
por g1(s), g2(Ts), - - -, gn(xs), €ntao a composi¢ao das frequéncias relativas y = (Eyly] , ZyQy] ey ny?)/j>

¢ modelada por por g.



Capitulo 4
Aplicacoes

Os modelos de regressao descritos nos Capitulos anteriores foram implementados utilizando o
ambiente de programacao R 2.12.2. Para maximizagao restrita as condi¢oes (2.5) foi utilizada a
fungao constrOptim() e, para otimiza¢ao/minimizagao irrestrita, a fungdo optim(), exceto para os
ajustes de minimos quadrados linear, para os quais desenvolvemos uma rotina baseada no Teorema
do Apéndice A.

Testamos a performance dos modelos propostos para os trés conjuntos de dados descritos no
Capitulo introdutorio, variando os parametros (a forma da variavel estendida, entre outros). No
geral, buscamos os parametros que produzissem os melhores ajustes (avaliados visualmente por
meio de graficos) para ilustrar a flexibilidade dos modelos. Para alguns casos, foram necessarias
mais do que fungoes polinomiais (a escolha mais simples e usual).

A seguir apresentamos os paramtros 6timos (de maxima verossimilhanca e de minimos quadra-
dos) para cada caso, juntamente com o grafico do ajuste correspondente.

Ao final deste Capitulo encontra-se uma discussao e alguns questionamentos sobre a definigao

do espaco paramétrico para alguns dos modelos descritos.

4.1 Lago Artico

4.1.1 Modelo de Dirichlet Linear

A Figura 4.1 mostra a previsao gerada pelos Modelos de Dirichlet Lineares de primeira (MDL)
e segunda (MDQ) ordem!:

A1(ze) = B11 + B122e A (ze) = Bi11 + B122e + B1322
A2(ze) = B21 + B22ze A2(ze) = Ba21 + Bo2ze + B2zz2
2 (ze = profundidade)
A3(ze) = B31 + B322e A3(ze) = B31 + B32ze + B33z,
MDL MDQ

correspondentes aos parametros de maxima verossimilhanca da Tabela 4.1. Para esses modelos,
temos, respectivamente: MDL: k = 2, 2, = (1,2,), MDQ: k = 3, x4 = (1, ze, 22).

'Estes modelos também sdo abordados em Hijazi e Jernigan (2009).

25
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Areia (sand) Lodo (silt) Argila (clay)
E g g £
o o o
2 R 2o
° 2‘0 4‘0 6‘0 8‘0 1(;0 2‘0 4‘0 6‘0 8‘0 1(;0 2‘0 4‘0 S‘D B‘D 1!;0
Profundidade (m) Profundidade (m) Profundidade (m)
(a) (b) (c)
Figura 4.1: Modelos de Dirichlet lineares
MDL MDQ
~ Bi1 Biz Pis 4.851le+0 —3.262e —2 — 5.226e4+0 —7.134e—2 1.051le—3
B = P21 B22 Pos 2.237e — 1 2.206e — 1 3.466e +0 —2.085e —1 1.121e —2
B31 P32 P33 —2.049¢ + 0 2117e -1 — 3.692e +0 —3.97le—1 1.283e—2

Tabela 4.1: Pardmetros de mdxima verossimilhanca

4.1.2 Modelo de Melo, Vasconcellos e Lemonte

A Figura 4.2 mostra a previsao gerada por trés instancias distintas do Modelo de Dirichlet de
Melo, Vasconcellos e Lemonte. A primeira (Mod1) corresponde ao uso da fung¢ao positiva 1.6 +
tg~(u). Na segunda (Mod2), aplicamos uma dilatacio a esta fungao para melhorar o ajuste. Na
terceira (Mod3), utilizamos a funcio Exponencial, modificando a forma de z,, naturalmente. &
importante mencionar que, no caso da funcdo Exponencial, o processo iterativo de otimizacao

nao foi completado, pois o valor da fungao de verossimilhanca correspondente excedeu a precisao
numérica do R (103°7).

Areia (sand) Lodo (silt) Argila (clay)
3 5 3 .
B
o | BN <
S S
B EREE E
3 3 o =1 «
c o < € ©°
Q o | @ @
<4 SR <
[ L o 7| [T
o [=8 Q o
7 S
g - T T T T T °Le T T T T T ° T T T T T
20 40 60 80 100 20 40 60 80 100 20 40 60 80 100
Profundidade (m) Profundidade (m) Profundidade (m)
(a) (b) (c)

Figura 4.2: Modelos de Melo, Vasconcellos e Lemonte.
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Legenda:

ze = profundidade.

LAGO ARTICO

10%[1.6 + tg~ (w)], 7 = 1,2,3.

Modl: k = 3, xe = (1,log(0.1 % z,), log(0.1 * z,)°?
gj(u) = 1.6 + tg~'(u), j = 1,2,3.

Mod2: k = 3, 24 = (1,l0g(0.1 * 2,),log(0.1 * 24)%°
gi(u) =

Mod3: k =

2, To = (1,10g(2-))

gj(u) =eap(u), j = 1,2,3.
. Bi1 Piz P13
B = Pa B2 P
Bs1 B2 Pss
1.633e 41 7.612e+0 —2.31le+1
Mod1 2.991e+0 4.432e+1 —2.506e + 1
—2.850e — 1 6.786e +0 —6.668¢ + 0
2.705e + 0 3.721le+0 —9.541e+0
Mod?2 5.196e — 1 8.007e +0 —1.050e + 1
—4.829¢ +1 —1.87le+1 6.151e + 1
2.482e — 1 3.300e — 1 —
Mod3 —4.512¢+0  1.924e+0 -
—7.299¢ + 0 2.538e 4+ 0 —
Tabela 4.2: Pardmetros de mdxima verossimilhanca

4.1.3 Modelo linear Logaritmo da Razao/ Log-esférico

27

A Figura 4.3 compara as performances dos Modelos Logaritmo da Razao (Mod1), do Modelo

Log-esférico (Mod3) e dos modelos obtidos pela aplicacdo do Modelo Log-esférico ap6s permutar

as componentes das composicoes. O ajuste gerado pelo Modelo Mod2 foi ligeiramente superior ao

ajuste gerado pela transformacao alr (Modl) e os outros modelos tampoco apresentaram ajustes

de qualidade inferior.

Legenda:
ze = profundidade,

Mod1 :
Mod3 :

T = alr Mod?2 :

T = TlogEsf Mod4 :

k = 4, Lo = (17 Zes Z?v 10g(2’.)>

T =Tigrsf o P, P(y1,92,y3) = (y1,93,%2)
T =Togrsf o P, P(y1,y2,vy3) = (¥3,y2,41)
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o
° S ° I
o
© |
< | s <
o S
= T o | K]
3 S o S o
c o < g ©°
Q o 7 @ [
o - e
o T o D
(=8 Q o o
o
S o -
© s
o
5 7] <
g - T T T T T ° T T T T T < T T T T T
20 40 60 80 100 20 40 60 80 100 20 40 60 80 100
Profundidade (m) Profundidade (m) Profundidade (m)
(a) (b) (c)
Areia (sand) Lodo (silt) Argila (clay)
@
S 5 ° -
3
© |
< | S <
1=} o
B EREE E
2 2 ° 2 2
c < c c °
Q o 7 @ [
153 [ 2
[} D o D o
o o o o
S A o o
° s
~
B ]
g - T T T T T s T T T T T ° T T T T T
20 40 60 80 100 20 40 60 80 100 20 40 60 80 100
Profundidade (m) Profundidade (m) Profundidade (m)
(d) (e) ()

Figura 4.3: Modelo linear Log-esférico vs Modelo linear Logaritmo da razdo

B\ —  Bu P2 Pz Pua

B21 B2z P2z Poa
Mod1 8.794e +0 —6.619e —2 4.85le—4 —2.037e+0
2.060e +0 —9.804e — 2 5.954e — 4 4.356e — 1
Mod?2 —1.054e +1 9.998¢ —3 —1.439e —4 2.979¢ 4+ 0
—6.441e+0 —9.517e —2 3.562e — 4 2.697e 4+ 0
Mod3 —6.956e +0 —2.885e —2 6.807e — 5 2.529¢ + 0
—6.193e + 0 6.684e —2 —5.190e — 4 9.698e — 1
Mod4 2.556e +0 —8.548e — 2 5.394e — 4 1.715e — 1
7.988¢ 4+ 0 6.635e —2 —3.874de —4 —3.114e+0

Tabela 4.3: Pardimetros de mdxima verossimilhanca

4.1.4 Modelo linear Tangente-esférico

A Figura 4.4 mostra as estimativas geradas pelo Modelo Tangente-esférico correspondente as
estimativas de méxima verossimilhanca da Tabela 4.4. Nota-se claramente que a forma de x,,
assim como no Modelo de Dirichlet de Melo Vasconcellos e Lemonte, foi escolhida artificialmente
(modelos polinomiais nao geraram bons resultados). Ainda assim, a propriedade de sensibilidade a
permutagoes das composigoes (ver Corolario 2) foi fundamental para conseguirmos um bom ajuste,

pois 0 Modelo Tangente-esférico (Mod1) néo foi suficiente.



4.2 DESPESAS DOMESTICAS (BIVARIADO)

percentual

Areia (sand) Lodo (silt)
3 ~
© S Pl Y\
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(a) (b)

Figura 4.4: Modelos Tangente-esféricos

Legenda:

ze = profundidade.
E = 5, o= (1, ze, 22,(—2¢ +20)%, log(ze — 10))

Modl: T = TTgEsf
Mod2: T = TTgESf © Pa P(ylay27y3) = (y3>y17y2)

Argila (clay)

0.5
I

0.4

0.2

0.1

0.0
I

Profundidade (m)

(c)

//B\ _  Bu Pz Pz Pa PBis

B21 P22 P23 B2a  Bos
Mod1 —4.978¢ + 0 3.850e — 1 —3.486e —3 —3.980e —9 —6.277e — 1
—2.290e + 1 1.241e4+0 —9.813e—3 —4.870e —9 —4.110e + 0
Mod?2 2.066e+1 —9.619¢ — 1 8.216e — 3 6.718¢ — 9 1.291e 40
—1.019e4+0 —2.368e — 2 1.676e —5 —8.057e — 11 6.598¢e — 1

Tabela 4.4: Pardimetros de mdxima verossimilhanca

4.2 Despesas domésticas (bivariado)

100

29

Analisamos a variagao dessas composigoes em funcao das covariaveis sexo (s = 0, para masculino

e s = 1, para feminino) e renda (r), isto é: ze = (s,7).

4.2.1 Modelo de Dirichlet Linear

A Figura 4.5 mostra o ajuste obtido pelo Modelo de Dirichlet Linear corresponde aos parametros

da maxima verossimilhanga da Tabela 4.5.
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Manutengao domiciliar (housing)
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(c) (d)
Figura 4.5: Modelo de Dirichlet linear
. _ _ 2
Legenda: k = 5, ze = (1, s, 7, 7=, log(r)).
Bi1 Bz Pz Pia Bis 1.433¢+2 —6.138¢ +0 1.149¢e —2 —3.707e —7 —1.890e + 1
B21 B2z B2z B2a  Pos 8.032e +1 —2.56le+1 4.677e —3 —3.748¢ — 7 —8.025¢+0
Bs1 B2 PBsz PBza Bss —2.695¢ + 1 3.57le+0 —3.235¢—3 1.599¢ —6  4.535e¢ +0
Bar Baz Bas  Baa  Pas 2.290e+1 —4.30le+0 2.832e — 3 2.664e — 7 —2.580e +0

Tabela 4.5: Pardmetros de mdxima verossimilhanca

4.2.2 Modelo de Melo, Vasconcellos e Lemonte

A Figura 4.6 mostra o ajuste obtido pelo Modelo de Dirichlet de Melo Vasconcellos ¢ Lemonte

correspondente aos pardmetros da méaxima verossimilhanca da Tabela 4.6. Para esse caso, a funcao

Exponencial ndo apresentou instabilidade numeérica.
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Figura 4.6: Modelo de Melo, Vasconcellos e Lemonte

k = 37 Lo :(17 87 lOg(?“)),
gj(u) = exp(u),j =1,2,3.

31

ﬁ =
Bi11 Biz Pis 6.042¢ +0 —1.078e¢ —2 —3.335e—1
B21 B2z P23 1.064e+1 —2.384e+0 —9.069¢ — 1
B31 P32 P33 —6.554e 4+ 0 1.077e + 0 1.156e 4+ 0
Ba1 Baz  Pas 9.840e —1 —3.180e — 1 2.307e — 1

Tabela 4.6: Pardmetros de mdxima verossimilhanca

4.2.3 Modelo linear T'gRatio (3.22)

O modelo TgRatio ndo apresentou bons resultados para as composicdes do Lago Artico. Na

Figura 4.7, apresentamos o bom ajuste gerado por esse modelo para exemplificar a sua utilidade.
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Figura 4.7: Modelo linear TgRatio

Legenda: k=5, xe =1(1, ze, zf, log(za)).

B =

B11 Biz Biz Pia Pis 2.786e + 1 1.165¢ + 0 1.027¢ — 3 —4.407e — 8 —3.685e+ 0
Bo1 PBaz P2z Paa Bos 3.712¢ +1 —7.036e+0 3333—-4 —1.112e—8 —4.597e+0
B31 B2 Bz Bsa Pss —2.369¢ + 1 3.169¢+0 —7.377e—4 4.319¢ — 8 3.173e 4+ 0

Tabela 4.7: Pardimetros de mdxima verossimilhanca

4.2
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4.3 Casamentos por faixa etaria (bivariado)

Uma covaridvel dupla s = (m, w) sera utilizada para representar o sexo dos individuos: s = (1, 0)
para homens e s = (0, 1) para mulheres. Nos modelos abaixo, utilizamos os dados referentes apenas
ao perfodo 1984-1999, para poder comparar as previsoes geradas pelos modelos e os dados observados
referente aos anos 2000, 2001 e 2002.

4.3.1 Modelo de Dirichlet Linear

A Figura 4.8 mostra o ajuste obtido pelo Modelo de Dirichlet Linear.
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Figura 4.8: Modelo de Dirichlet Linear

Legenda:

k=17 zo= (1, wxt, wxt? wxcos(t/100) mxt, m x> m * cos(t/100))

ze = (M,w,t) s = (m,w) = sexo, t = ano.



34 APLICACOES 4.3

B11 Bz Bz Pua Pis Pie Pt

B21 P2z B2z P2a B2z Pas Bor

B\ — B3 B2 B3z PBza B3z P Par

Bar  Paz  Pa3 Paa Pas  Bas  Bar

Bs1 Bs2 Bss Bsa Pss Bse Bt

Be1  Be2  Bes Bea Pes  Bes  Ber
—3.900e +1 5.069e +1 —2.545e —2 2.934e +3 2.220e+0 —1.199¢ — 3 1.165e¢ 4+ 3
—1.030e+2 5.370e+1 —2.704e —2 4.950e +3 5.262e+1 —2.656e — 2 5.098¢ + 3
4.964e +2 2.44le+2 —1.195e—1 —2.539¢e+4 1.359e¢e+2 —6.657Te—2 —1.385e+4
1.023¢4+3 3.762e+2 —1.842¢e—1 —4.037e+4 3.716e+2 —1.820e—1 —3.991e+4
4.442¢ +2 1.549e¢+2 —7.584e —2 —1.663e+4 1.738¢+2 —8.510e—2 —1.859¢+4
1.822¢+2 7.204de+1 —3.527Te—2 —T7.796e+3 6.724e+1 —3.292¢ —2 —7.224e+ 3

Tabela 4.8: Pardimetros de mdxima verossimilhanca

4.3.2 Modelo de Melo, Vasconcellos e Lemonte

A Figura 4.9 mostra o ajuste obtido pelo Modelo de Dirichlet de Melo, Vasconcellos e Lemonte.
A forma das funcoes positivas g;, j = 1,2,3,4,5,6 foi escolhida artificialmente para melhorar a
qualidade do ajuste (nao conseguimos produzir um ajuste adequado utilizando somente as variantes
da funcao arcotangente, assim como a funcao Exponencial). O processo de maximizacao da fungao

de verossimilhanca nao foi completado, assim como no caso das composi¢oes do solo do Lago Artico.
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Figura 4.9: Modelo de Melo, Vasconcellos e Lemonte
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Legenda:

k=7 x¢=(1, wxt,wx (t/10)%,w * cos(t/100), m *t, m* (t/10)2, m * cos(t/100))
gj(u) = (tg~"(u) + 1.6) * exp(u), j = 1,2,3,4,5,6.

ze = (M,w,t), s = (m,w) = sexo, t = ano.

B11 P12z Pz Pia Bis Bis  Pir

B21 P2z P23 Pos P25 P2 Bor

B _ B31 P32 B3z B3a B35 B3 Bar

Ba1  Paz Paz Paa Bas  Pas  Bar

Bs1 Bs2 Bss Psa Pss Bse  Bsr

Bs1  Be2 Pes Bea Bes  Bes  Ber
—7.347e4+0 —2.784e+0 1.366e — 1 2.887e +2 —2.487e¢+0 1.218¢ — 1 2.761e + 2
—5.121e+0 —2.193e+0 1.077e — 1 2.227e +2 —1.968e¢ + 0 9.644e — 2 2.181e + 2
—5.902¢e —1 —1.722¢ -1 8.805e — 3 4.028¢ —1 —5.022¢ — 2 2.605e¢ — 3 5.786e + 0
7.088¢ + 0 2.118¢+0 —1.034e —1 —2.469¢+ 2 2.799¢ +0 —1.370e —1 —3.019e+ 2
5.340e + 0 1.947¢e+0 —9.50le —2 —2.282¢ + 2 1.722e +0 —8.426e —2 —1.837e+2
1.469¢ 4+ 0 3.917e—1 —1.887e—2 —6.21le+1 5.062e — 1 —2.470e —2 —5.524e+1

Tabela 4.9: Pardmetros de mdxima verossimilhanca

4.3.3 Modelo linar Log-esférico

A Figura 4.10 mostra o ajuste obtido pelo Modelo Log-esférico, permutando-se as componentes

das composicoes de forma conveniente.

Legenda: T =Tiogrsfo P, P(y1,Y2, Y3, Y4, Y5, ¥6) = (Y3, Y4, Y1, Y2, Y5, U6,
k = 6, Te = (w, wxt, wxtt,m, mxt, mx*tt),

ze = (M, w,t), s = (m,w) = sexo, t = ano.

B11 P12z Pz Pia Bis  Bie

~ B21 Baz P2z P2a P25 B

B= 831 B2 B3z Ba Bas Bs

Bar  Paz  Paz Paa Pas  Pas

Bs1 Bs2 Bss Psa Bss Bse
2.203e+3 —1.480e+0 4.739e —11 1.614de+3 —1.084e+0 3.484e —11
1.094¢e +4 —7.335e+0 2.330e —10 8.200e+3 —5.503e+0 1.753e — 10
1.947¢e +4 —1.304de+1 4.131le—10 1.958¢+4 —1.31le+1 4.156e — 10
1.976e+4 —1.324e+1 4.194¢e—10 1.683e¢e+4 —1.127e+1 3.569¢ — 10
1.384e +4 —9.287e+0 2.953e—10 1.020e+4 —6.845¢+0 2.178e — 10

Tabela 4.10: Pardmetros de mdzima verossimilhanga
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Figura 4.10: Modelo Log-esférico

4.4 Consideracoes sobre o Espago Paramétrico

No Capitulo introdutério, foi apresentado um método geral para a obtengdo de modelos de
regressao, onde a funcdo preditora Prev associa, a cada valor da varidvel explicativa x,, 0 valor
esperado da distribui¢ao com pardmetros 1(x,, ). Em alguns casos, pode-se querer calcular algumas
medidas de dispersao em torno dos valores ajustados, o que pode ser feito calculando (quando
possivel) os momentos de ordens superiores da distribui¢ao h(.|t)(z, 3)). Dessa forma, o funcional
que associa, a cada vetor/matriz de parametros (3, a funcao ¥( . ,) é mais completo do que o
funcional que associa 8 & funcdo Prev. Porém, se consideramos uma igualdade entre modelos que
possuem funcgoes de previsao idénticas, entdo é preciso reavaliar o método de obtencao da funcgao

Prev para alguns dos modelos propostos, pois estes encontram-se descaracterizados.

4.4.1 Modelo de Dirichlet/ Minimos quadrados (linear)

Definigao: Dizemos que um subconjunto fechado de R™, K, é um cone se:

e ut+ve KVYuveK.
e au € K, Vue Kea>0.

O cone K é dito proprio se K N —K = {0}, e solido, se K/0K # 0.
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Em (2.2), focamos em modelos da forma

R Ap
g_<Z/\j’ZAj"”’E)\j>’ (4.1

onde \;(X), X2(X),..., Ap(X) sao dadas por (2.11).

Em termos (2.4), o espago paramétrico © é constituido por todas as matrizes 5 (ou vetores em
R™F) tais que B x Tje >0, j = 1,2,...,n. Temos, entdo, que © = © U IO é um cone proprio e
solido de R™*. Porém, devido & forma de (4.1), ao multiplicarmos 3 por uma constante positiva, a
funcao preditora g permanece a mesma. Isso, de certa forma, descaracteriza a escolha do estimador
de méxima verossimilhanca, pois a fun¢do de verossimilhanca nao é invariante sobre dilatagtes dos
seus argumentos e, portanto, existem pontos do espago paramétrico (cuja verossimilhanca é muito
baixa) que produzem os mesmos resultados de pontos com verossimilhanca alta. O grafico 4.11
mostra o comportamento da funcao do logaritmo da verossimilhanga (2.8) ao dilatar/contrair os

pardmetros do modelo quadratico MDQ da tabela 4.7.

100

0
|
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-500 -400 -300 -200 -100

T T T T T
0 5 10 15 20

Fator de dilatagéo

Figura 4.11: Sensibilidade da verossimilhanca de MDQ sobre dilatacoes

Da mesma forma, a soma dos residuos quadraticos (3.26) é invariante sobre dilatagoes de 3, para
h como em (4.1), de modo que o estimador de minimos quadrados também fica descaracterizado.
Uma forma de eliminar essa ambiguidade é considerar o espago paramétrico © = {6 € © : |||| = 1}.
Utilizando as coordenadas esféricas (3.18), o novo espago paramétrico fica reduzido a um subcon-
junto de [0,27] x [, g]k*T*Q. Além de "enxugar o excesso de pontos"do espaco paramétrico,
trabalhar sobre ©’ (um conjunto limitado) é mais vantajoso, em termos de integragio (exata ou
numérica), do que trabalhar sobre um conjunto ilimitado. Por outro lado, maximizar a funcao
de verossimilhanga nas varidveis aj, g, ... agq—1 de (3.18) é deveras mais trabalhoso, pois as re-
stricoes sobre os novos parametros nao sao mais lineares, como no outro caso. Para o caso do Lago
Artico, conseguimos tanto maximizar a verossimilhanca reparametrizada, assim como minimizar a
soma dos residuos quadraticos, redefinindo as fungbes e os seus gradientes (a valores bem baixos)

s g]k*r—Q

na regiao de [0,27] x [-F, 7 nao correspondente & ©'. Esse procedimento, porém, produz
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descontinuidades que geram imcompatibilidades na redefinicao dos gradientes, de modo que essa

pratica ndo é aconselhavel.

B11 = cos(aq) cos(az) cos(as) cos(aa) cos(as) cos(ag) cos(ar) cos(asg)
Bz = sen(aq)cos(az) cos(as) cos(aa) cos(as) cos(ag) cos(ar) cos(ag)
Bi1s = sen(az)cos(as)cos(au) cos(as) cos(ag) cos(ar) cos(ag)

B21 = sen(as)cos(as) cos(as) cos(ag) cos(ar) cos(ag)

Baz = sen(as)cos(as) cos(ag) cos(ar) cos(ag)

B2z = sen(as)cos(ag) cos(ar) cos(ag)

B31 = sen(og)cos(ar)cos(asg)

B3a = sen(ar)cos(asg)

B3z = sen(as)

Tabela 4.11: Transformagao de MD() para coordenadas esféricas

a1 a9 (6%} (%] (073 (67 [67%4 asg
MDQ | 2.152e-1 | -1.291e-3 | -1.200e-1 | 5.699e-2 | 1.232¢-2 | 9.899¢-1 | -1.441e-1 | 8.068e-3
MMQ | 0.000e+0 | 1.320e-4 | 3.454de-1 | -2.780e-2 | 2.985e-3 | 7.101e-1 | -8.292e-2 | 2.800e-3

percentual

Tabela 4.12: Pardmetros de mdxima verossimilhan¢a/ Minimos quadrados
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Figura 4.12: Modelos quadrdticos restritos a casca esférica unitdria



Capitulo 5

Selecao de modelos

Como vimos na Secao 4.4, o "excesso" de par@metros em alguns modelos de regressao pode
trazer alguns inconvenientes como, por exemplo, a perda da unicidade do estimador de minimos
quadrados. Além disso, como relatado em Melo et al. (2009), a sensibilidade dos estimadores a
perturbacoes pode aumentar consideravelmente com o aumento do ntmero de pardmetros pre-
ditores. Por outro lado, modelos simples demais (com uma quantidade muito pequena de parame-
tros) podem comprometer o ajuste ao conjunto de dados observados. A obtencdo de um equilibrio
entre esses dois extremos, segundo Draper e Smith (1998), pag. 294, constitui o que comumente
é designado por "selecionar o melhor modelo de regresssao". Um outro problema de fundamental
importancia relacionado ao de selecao de modelos é o da anélise da dependéncia da variavel resposta
em funcdo das varidveis explicativas (covaridveis), visto que, em alguns modelos, essa dependéncia
se traduz na presenca/auséncia de certos parametros. Neste capitulo apresentamos alguns métodos

de selecdo de modelos baseados em inferéncia Bayesiana.

5.1 BIC

O BIC (Bayesian Information Criterion) introduzido por Schwarz (1978) fornece um método re-
lativamente simples para selecionar, dentre um conjunto finito de modelos, o mo-

delo mais simples e representativo para um conjunto de dados observados Y = {y1,y2,...,yn}

Particularidades (segundo Schwarz):

1. O espago paramétrico © deve ser um subconjunto convexo de R™.

2. Assume-se que a variavel y possua distribuicio f(yl#) = exp{T(y)x 0 —b(0)},

pertencente a familia exponencial, para algum 6 € O.

3. Os modelos candidatos sao da forma ©; = v; N ©, onde v; € um subespago kj-dimensional de
R™ (j =1,2,...,s).

39
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S

Schwarz assume prioris do tipo ) «;g;, onde g¢1,g2,...,9s sdo funcoes densidade de pro-
=1
babilidade definidas respectivamente em ©1,09,...,0,, «@1,q9,...,0s S30 NUmMeros nao ne-

S
gativos tais que > a; =1 e g;(Q) = g;(2NO;), VQ C 6. A solugdo 6tima corresponde a
j=1
escolher o modelo mais provavel a posteriori, isto é: devemos escolher j de modo a maximizar

S(¥,n,j) = log / (ayexp {n (T(v) < 0 - b(6)) }) dgj (0), (5.1)
O;

onde T(Y) = 1 3" T(y,).

=
O método, que consiste em escolher o modelo que minimiza' a quantidade
BIC = —max {log L(0]Y) : 6 € ©;} + 3k;log(n),

baseia-se na proposi¢do que afirma que

S(V.n.3) = nsup {(T(¥) x 0 b(0)) :0 € O} - %kj log(n) + R (5.2)

onde R é uma fungao limitada em n, para Y e j fixados.

A prova é separada em 3 lemas:

Lema 1. A formula (5.2) vale se T(Y) x 0—b(0) é da forma A—\||0—6o||?, para nidmeros positivos
A, Aeby € O fizado.

Lema 2. Se as fungdes densidade de probabilidade de duas varidveis aleatorias limitadas e positivas

U eV coincidem onde ambas excedem p, para algum p, 0 < p < supU, entio

lim log E(U™) = lim log E(V™)
n—oo n—o0

Lema 3. Ezitemn constantes A1, Ao, p > 0 tais que
A= M0 - 0P <T(Y)x0—b0) < A~ Xo|0 — 6;| (5.3)

sempre que exp {T(Y) X 60— b(H)} > p, onde A=supT(Y) x 0 —b(6) e 0 < p < e

A formula (5.2) nos diz que, assintoticamente, o termo limitado pode ser descartado, o que leva

4 escolha do modelo com o menor BIC.

! Originalmente, o critério de Schwarz propée escolher o modelo que maximiza —BIC.
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A proposicao de Schwarz é obtida combinando-se os Lemas 1, 2 e 3. O argumento é analogo ao

“Teorema do Sanduiche'’

para limites: no Lema 1, prova-se a proposicdo assumindo que a funcao de
verossimilhanca possui uma forma especifica. O Lema 3 noz diz que, numa vizinhanca do ponto de
maxima verossimilhanca, a funcdo de verossimilhanca pode ser prencada entre duas funcdes para as
quais a proposicao é valida (pelo Lema 1) e o Lema 2 conclui que, sob essas condicoes, o resultado
vale para a funcdo de verossimilhanca.

Embora bastante utilizado em problemas de selecao de modelos, a base mateméatica apresen-
tada por Schwarz para a sustentacdao do BIC apresenta algumas inconsisténcias. Note que, em
geral, ©; é um subconjunto de medida (de Lebesque) nula em O. Segundo os fundamentos da
teoria bayesiana ortodoxa, hipotese precisas (hipoteses envolvendo subconjuntos de medida nula
do espago paramétrico) nao fazem sentido (Stern (2008), pag 29), pois conjuntos de medida nula
possuem probabilidade ZERO. Por conseguinte, nas diversas justificativas criadas para contornar
esse tipo de impasse, frequentemente podem ser encontrados argumentos passiveis de erros de inter-
pretacao e aparentemente contraditorios (Schwarz admite prioris que atribuem probabilidade nao
nula aos conjuntos ©;s). Além disso, outros argumentos paradoxais sdo apresentados ao longo do

texto:

1. Observe, em primeiro lugar, que a medida g; ¢ a medida induzida pela funcao g;, isto é:

g;(Q):/gj(e)de vVQ c oe. (5.4)
Q

No Lema 1, Schwarz assume que g; é a medida de Lebesgue em vj, isto é: g;‘(Q) = [ df para
Q

todo 2 mensurével. Isso, obviamente, s6 é possivel se g; = 1 (assumindo-se que g; seja, ao

/d0 _1, (5.5)

9;

menos, continua). Dai segue que

pois g; € uma funcao densidade de probabilidade. Essa igualdade, porém, nao & satisfeita para

conjuntos convexos © arbitrarios, como suposto pelo autor.

2. Mesmo assumindo a hipdtese anterior (o que ja nos leva a uma contradigdo) ndo hé ne-
nhuma outra proposicao apresentada pelo autor que estabeleca uma relacao deste com o caso

geral.

3. Ainda no Lema 1, supondo que T(Y) x 6 — b(f) ¢ da forma A — \||0 — 6|2, para nimeros

positivos A, A e 6y € ©; fixado, o autor exibe explicitamente o calculo da integral (5.1)

/ (aj exp {n(A — 0 — Bo]12)}) d6 = (/)2 (5.6)
O;

Novamente, a igualdade (5.6) ndo é satisfeita para conjuntos convexos ©; = ©MNwv; em geral.
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Para ©; = R¥3, a formula é verdadeira (bem familiar aos introduzidos & distribuicio Normal

multivariada). Porém, essa hipotese e (5.5) também sdo contraditorias.

4. E importante ressaltar que, se ©; C ©; propriamente, isto é, v; C v; e dimv; < dimuwvy,
entao o uso de medidas distintas em ©; e ©; & contraditorio. Pois, se assumimos a medida
de Lebesgue em O;, entao todo subconjunto de ©; tem medida nula em ©;. Logo, o uso da
medida de Lebesgue também em ©; é incoerente, pois a probabilidade de ©; ndo pode ser
nula e ndo-nula simultaneamente. Dai conclui-se que o critério de Schwarz faz sentido somente

para comparar modelos ©; e ©; tais que

0, ¢ 0. (5.7)

Isso, porém, talvez ja estivesse implicito nas palavras de Schwarz: "the competing models

are...", uma vez que nao faz sentido concorrer um modelo com um de seus submodelos.
A seguir, apresentamos uma possivel formalizagdo dessas idéias.

5.1.1 Uma proposta de formalizagao do BIC

Considere o espago paramétrico ' =
J

©;. Se p1,p2,. .., ps representam as medidas de
1

s

S
Lebesgue em ©1, 0, ..., O, respectivamente, entao g, dada por 1/ () = > 1;(2NO;), é uma me-
j=1
dida positiva em ©’. Com essa nova medida, se g1, g2, . . . , gs sao fungoes densidade de probabilidade

(com relagao a medida de Lebesgue) definidas, respectivamente, em ©1,09,...,05 e a1, a9, ..., a5
S S

sdo nimeros nao negativos tais que ) a; =1, entao ) «;g; representa uma fun¢ao densidade de
j=1 j=1
probabilidade em (0, 1') ( g;(2) = ¢;(2N O;)). Reciprocamente, toda fungao densidade de proba-

bilidade h (continua no sentido usual), definida em (0, '), pode ser posta nesse formato, fazendo
J by
o, .

O = T © 95 = a; Moy pois” #le; = py.
@/

Portanto, podemos assumir, sem perda de generalidade, que a distribuicao a posteriori em
(0, 1) é da forma

zs: a;gi(0) | exp {n (TV(Y) x 60— b(0))} , (5.8)
j=1

onde T(Y) = L 3 T(y).

% Por (5.7), se  C 9, entdo u;(Q) = w:(QNO; N O;) = 0, pois v; Nv; possui medida mula em ©;, para i # j.
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Como mencionado anteriormente, a estratégia de Schwarz consiste em escolher o modelo que

maximiza

S(Y,n,j) = log/ <ajgj(9) exp {n (:F(Y) x 6 — b(a)) }) dyi(0). (5.9)

0;

Suponha que as integrais em (5.9) sao definidas sobre subconjuntos da forma

O =v; N{H € R™: || — 0;]|* < r;}, (5.10)
onde f/duj = 1e 0; ¢ o ponto de maximo da verossimilhanga restrita & v;. Supondo que, de

fato, um (e somente um) ponto do espago paramétrico corresponde aos dados observados e que
o estimador de méxima verossimilhanca ¢ consistente (Pawitan (2001), pag. 256), a restricao dos
modelos aos conjuntos descritos em (5.10), assim como a escolha da priori, ndo deve alterar os
resultados assintéticos. Portanto, podemos supor que a priori € constante e igual a 1 em cada um
dos @;-s (obviamente, definimos os @;-s de modo a possibilitar uma tal escolha).

As provas dos lemas 2 e 3 dadas por Schwarz sdo bem acessiveis e ndo apresentam nenhuma in-
consisténcia, adaptando-se facilmente assumindo (5.10) (recomendamos a leitura de Schwarz (1978)
para maiores detalhes). A seguir provamos o Lema 1 sob essas novas hipoteses para obtermos o

resultado de Schwarz.

Prova do Lema 1:

Por inducao em k£ > 2, defina o sistema de coordenadas:

k+1 k
x(1 ) = x§ )cos(ﬁ;g)
(2)
1 = pcos(f1) 0, 27], se i =
@ € (k+1) (k) , Pi€ { [5.5]. sei>t (5.11)
zy = psen(B1) x, = x; cos(fk) 2°2]°
k+1
CR—
O jacobiano é dado por:
0aiTD  puhD) R
dp b1 U 0Bk OBk
6zék+1) ax;k_"l) Bng—U ax;k_"l)
op 0B T 0Br-a 0Bk
@D LD 5'3;:?11)) B : : : : B
(p, B, s Br) - . : : ‘ -
8x§€k+l) ax;’”” 8x§€k+1) ax;’””
dp b1 Tt 9Bk 0Bk
k1) (k+1 E41) o (k1
8m§€+1 8$k+1 ) 8m§€+1 dackJrl )
Op 9B1 T 0Pk—1 0Bk
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(k) ) 5 (k) .
f)}; cos(fk) g—élcos(ﬁk) 8,2’6,:,1 cos(S) —xg )sen(ﬁk)
PO PRO) PO
zj) cos(fk) g—glcos(ﬁk) %cos(ﬁk) —xgk)sen(ﬁk)
(5.12)
(k) 5(®) 5 (k) X
o cos(B) %k cos(By) .. b cos(By) —alsen(By)
sen(B) 0 e 0 pcos(f)
(k)
Por (3.18), vale que xﬁk) = p&g—ip. Entao, desenvolvendo (5.12) por Laplace com relacao a tltima
linha, obtemos:
k+1 k+1 k+1 k k k
0(:1:§ ),33(2 ), el 33,(%1 ) _ pcos(ﬁk)k_l 8(x§ ),xé ), R x,i )) (5.13)
a(p7 /817 SER) ﬁk) 8(0: /617 SR Bk—l)
Segue que
3($§k)a$;k)a S Il(fk)) k—1 é i—2
= p" cos(Bi—1)"™ 5.14
a(pa Bla ey ﬂk*l) g ( ! ) ( )
Portanto, pelo teorema de mudanca de variaveis na integral, obtemos S(Y,n,j) =
ri 2n /2 w/2 k;
log OéjenA// / / e_”’\‘)kaﬂ'_ll_‘[cos(ﬁi_l)i_Q dBr;~1 ... dB2 dpy dp (5.15)
00 —x/2  —n/2 =2
o /2 /2 k; ‘
Fazendo u = np? e M = [ [ ... [ cos(Bi-1)""? | dBr,—1 ... df> dpy , entao:
0 —m/2 —m/2 \#=2
R
nr
k. M k;
S(Y,n,j) =nA-+ _Ej log(n) + log a5 / e Mur 1 du (5.16)
nr} ki o0 k;
R é limitada em n, pois 0 < f eMuys gy < f eMysldy < oo
0 0
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5.2 FBST

Um método elegante e rigoroso para tratar hipoteses precisas, o Full Bayestan Significant
Test (FBST), foi apresentado em Pereira e Stern (1999), onde foi introduzido o conceito de valor
epistémico (e-valor) de uma hipdtese precisa. O e-valor (ev) é uma medida de crenca desenvolvida
especialmente (embora nao exclusivamente) para avaliar a plausibilidade de uma hipotese precisa

sobre o espacgo paramétrico.

5.2.1 Definicao formal

Considere uma familia paramétrica de modelos {f(y|f) : 0§ € ©}. Seja Hy : 6 € Op, uma
hipotese precisa® sobre 6 e p,(0|Y) a funcdo densidade de probabilidade a posteriori, dada pela
regra de Bayes, apos a observacao de uma amostra Y = {y1, 92, ..., yn} C Q. Inicialmente, o e-valor

foi definido da seguinte forma:

ev(Hp) =1-— / pn(0)Y)d6, (5.17)
T(Ho)

onde T(Hp) ={0 € © : p,(0ly) > b}, 00 = arg max pn(0]Y). Posteriormente, essa definigao foi
€Ho

ligeiramente modificada (Madruga et al. (2003)) para tornar o e-valor invariante sobre mudancas

de coordenadas no espaco paramétrico, definindo 0y = arg gl?ix P ”%((09‘)}/ ), onde r é uma funcao
€1lo

densidade de probabilidade de referéncia escolhida adequadamente (uma para cada teste). A fungao

s(0) = pn(0]Y)

@ © conhecida como a surpresa a posteriori (posteriori surprise) em relacdo a fungao de

referéncia r. O conceito de surpresa, discutido em detalhes em Evans (1997), esté relacionado a idéia
de que "a ocorréncia de um valor xg é surpreendente se f(xg) = P(zp) ¢ pequeno quando comparado
a todos os outros valores possiveis* de f(z) ". Uma maneira de medir a surpresa de um valor g é
comparar o aumento/diminui¢ao da probabillidade a posteriori de xy em relagao a probabilidade a
priori de xq. Isso sugere utilizar uma priori nao-informativa como funcao de referéncia.

Anélogo aos métodos classicos de inferéncia, o FBST consiste em designar uma regido critica
de rejeigdo a hipotese: RC = {Y C Q : ev(Hp|Y) < €}, onde & é um limiar fixado a critério
do observador. Porém, determinar o quao grande/pequeno deve ser tal limiar estd longe de ser
uma questao trivial. Uma alternativa a esse impasse, quando disponivel, & o uso do p—valor (ou
nivel de significancia) (DeGroot e Schervish (2002), pag. 455). Pereira et al. (2008) apresentam
uma aproximacao do p — valor para o FBST utilizando o Teorema da Aproximacgao Normal para o
estimador de méaxima verossimilhanca (Schervish (1997), pagina 421), juntamente com a prova da

consisténcia do e—valor, sob essas hip6teses.

3 Assume-se que O H, ¢ uma variedade com dimensao menor do que a dimensao de ©.
‘Evans se refere a um modelo discreto, nessa ocasio.
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5.3 Teste da Razao de verossimilhanca (LR)

Um dos testes mais conhecidos, o teste da Razdo de verossimilhanca (likelihood-ratio test

Pawitan (2001), pag. 258), consiste em designar uma regido critica baseada na estatistica

_ sup{L(z]0): 0 € Opn,}
Al) = sup{L(z|0) : 6 € (f){} ’

onde L ¢ a fun¢ao de verossimilhanga, = representa o conjunto de dados observados e © e Op,

(5.18)

representam o espaco paramétrico e o subconjunto de © correspondente a hipdétese Hy, respecti-
vamente. Como O, C O, a estatistica A(x) assume valores no intervalo [0, 1]. Quanto maior esse
valor, maior a evidéncia a favor da hipotese. A aplicabilidade desse teste (em geral) se deve ao
Teorema de Wilks Wilks (1938), o qual afirma que a distribuigdo de —2log A(z) (sob a hipotese
Hy) aproxima-se assintoticamente & distribuicdo x? (qui-quadrado) com grau de liberdade igual a
diferenca entre as dimensoes de © e Op,. Isso possibilita a obten¢ao de aproximagoes do p-valor

por meio da substituicao da distribuicao de A(x) pela distribuigao qui-quadrado.

5.4 FBST vs LR

As inconsisténcias geradas pela necessidade de incluir hipdteses precisas no contexto da teoria
bayesiana ortodoxa (Secao 5.1) induzem ao uso do FBST em lugar dos demais testes apresentados
acima. Em contrapartida, o BIC e o LR sao de facil implementacdo, o que ndo ocorre com o FBST.
Isso, obviamente, se deve a indisponibilidade de algoritmos eficientes para o calculo de integrais
numéricas em dimensdes elevadas®. Para esse fim, algoritmos baseados em métodos de Monte Carlo
(Robert e Casella (2004)) parecem ser os mais adequados. A seguir, comparamos as performances

do FBST e do LR para um teste de hip6tese especifico.
Descricao do experimento.

O teste consiste em testar a plausibilidade do modelo de Dirichlet linear (MDL) em relacdo ao
modelo de Dirichlet quadratico (MDQ) da Segdo 4.1, isto é:

H0:5i3:07i:172a3 vs Hﬁl]:1717]:17273 (519)

Para cada valor de n € {30,40, 50,60}, foram geradas dois grupos C; e C2 com m = 500 amostras
independentes com n elementos cada(com reposi¢io). As amostras do grupo C; e Cy correspondem,
respectivamente, a conjuntos de dados composicionais obtidos pelas formulas (2.2) e (2.6) (mmais uma
pequena perturbac¢do normal com média zero) utilizando os pardmetros de méxima verossimilhanca
correpondentes aos modelos (MDL) e (MDQ) da tabela 4.7.

O desempenho de cada teste (FBST e LR) pode ser medido analizando-se as performances dos
erros dos Tipos I e IT (rejeitar a hipotese Hp, sendo ela verdadeira e nao rejeitar a hipotese Hy,

sendo ela falsa, respectivamente.). Para cada amostra em C; e em Ca, a hipotese Hy foi aceita ou
6

rejeitada com base nas aproximacoes assintéticas para o p-valor descritas nas sessoes anteriores®,

®Observe, por exemplo, que o modelo de Dirichlet linear empregado para modelar as porcentagens de casamentos
por faixa etéaria apresenta 42 parametros!
6 Para o calculo do e-valor, utilizamos uma priori uniforme imprépria em RE*” e um algoritmo de integracao
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para o erro do Tipo I limitado a a@ = 5%. Como as amostras provenientes de C; e de Co foram
geradas dentro e fora de Hy, respectivamente, a porcentagem das amostras de C; (respectivamente
de C3) para as quais Hy foi rejeitada (respectivamente aceita) fornece uma estimativa para o erro
do Tipo I (respectivamente Tipo II).

Uma outra abordagem consiste em analisar o comportamento do erro do Tipo IT produzido (em
termos da taxa de aceitagdo das amostras em Cq) ao selecionar os pontos de corte que determinam
as regides criticas de rejeicao de tal forma que, com esses limiares estabelecidos, a hipdtese Hy seja

rejeitada em apenas 5% das amostras em Cj.

Os resultados seguem abaixo.

(a) Erro Tipe | (b) Erro Tipo Il

0.00 005 010 0.15 0.20
00 01 02 03 04

02 03 04
02 03 04

00 01
00 01

Figura 5.1: (a) Erro Tipo I, (b) Erro Tipo II, (c) Erro médio e (d) Erro Tipo II empirico.

Embora o FBST tenha apresentado uma taxa de erro do Tipo [ ligeiramnete maior do que o
LR, os erros do Tipo II (assintotico e empirico) e erro médio referentes ao FBST apresentaram
valores infeirores aos respectivos referentes ao LR, sugerindo um poder discriminatério maior para

o FBST.

5.5 Aplicacoes do BIC aos modelos de Dirichlet linear

5.5.1 Lago Artico

A Figura 5.2 mostra as previsoes geradas pelo melhor (menor BIC), pior (maior BIC) e
alguns outros modelos correspondentes a valores intermediarios de BIC dentre todos os submodelos’
do modelo de Dirichlet polinomial quadratico MDQ da Segao 4.1 (os valores correspondentes de
BIC para os modelos M DL e M DQ sao -95.726 e -82.994).

numérica do tipo Metropolis-Hasting com distribui¢cao normal multivariada como distribui¢ao proposta Martin et al.
(2011).

"Entende-se por submodelo de um modelo mod a todo modelo obtido a partir de mod zerando-se, eventualmente,
algumas das entradas da sua matriz de modelo.



48 SELECAO DE MODELOS

Areia (sand)

0.8

. BIC = -99.653)
A BIC = -89.083
5 - - BIC= -62.406

- BIC= 30.462

0.6
I

percentual
04
L
°

0.2
I

0.0
I

Profundidade (m)

(a)

Lodo (silt)

percentual
0.4 05 0.6 0.7
L

0.3
I

0.2
I

Figura 5.2: Submodelos de MDQ
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Observa-se que, conforme o valor do BIC decai, o ajuste é comprometido. Esse fato reitera que

os modelos que produzem ajustes ruins possuem pouca chance de ser o modelo correto (sao pouco

provaveis a posteriori, de acordo com Schwarz).

Matriz de modelo Estimativas BIC Posicao
1 0 1 3.545¢ + 0 - 4.452¢ — 4
0 0 1 - - 9.134e — 3 -99.653 1
11 1 3.033¢4+0 —3.524e+1 1.239¢+2
1 10 5.168¢ +0  —2.986e — 2 -
0 1 0 - 5 %000 — 1 - -89.083 100
11 1 —5.264e—1 5.83le—2 2.687e—3
01 0 - 3.682¢ — 2 -
0o 1 0 - | 648 — 1 - -62.406 200
1 0 1 3.887¢ — 2 - 2.157¢ — 3
0 0 1 - — 1.830e—4
0 o0 1 - 5865 4 30.46160 343
1 00 777le—1 — -

Tabela 5.1: Alguns submodelos de MDQ ordenados do menor para o maior BIC

5.5.2 Despesas domésticas

Intuitivamente, é de se esperar que homens e mulheres apresentem comportamentos distintos
com relagdo aos gastos com as despesas domésticas. No exemplo 4.2, essa suspeita é incorporada
ao modelo de Dirichlet linear por meio da func¢do fa(r,s). Dessa forma, a dependéncia (ou inde-
pendéncia) da distribui¢do dos gastos com relagdo ao sexo pode ser matematicamente formulada
pela hipétese:

Hy:Bip=0,1=1,2,3,4 ws

H:Bin#0,i=1,234. (5.20)

Os BICs relativos aos modelos descritos por Hg e por H sdo iguais a -100.457 e -172.187, respec-

tivamente, donde conclui-se que a hipétese Hy deve ser rejeita. Para esse exemplo, em especial, nao
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seria necessario tanta sofisticacdo, pois essa conclusao é imediata a partir de uma andlise grafica dos
dados observados. Nao hé, porém, apelos visuais para determinar (no caso geral) quais das fun¢oes
fils,r) = 1, fa(s,r) = s, fa(s,r) = 7, fa(s,r) = 72, fa(s,7) = log(r) sdo relevantes para
esse modelo. Segundo o critério de Schwarz, o melhor modelo (BIC = -178.779) corresponde ao uso

das funcoes
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Figura 5.3: Melhor modelo segundo Schwarz
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Capitulo 6

Conclusoes

Neste trabalho realizamos um estudo sistematico dos modelos de regressao sobre dados composi-
cionais descritos nos trabalhos de Hijazi e Jernigan (2009), Melo et al. (2009), Aitchinson (1986) e
Wang et al. (2007). O primeiro assume que a distribui¢do condicional da variavel resposta, dado o
valor da varidvel explicativa, obedece um Modelo de Dirichlet cujos pardmetros dependem
linearmente das variaveis explicativas (covariaveis). O segundo é uma variante do primeiro, no
qual funcdes positivas sdo aplicadas as combinacdes lineares das covariaveis para a obtencdo dos
parametros. O terceiro assume que a distribui¢ao condicional dos dados transformados (via trans-
formacao Logaritmo da Razao), dado o valor da variavel explicativa, segue um modelo Normal
multivariado cuja média depende do valor da variavel explicativa. O dltimo parametriza o Sim-
plex utilizando coordenadas esféricas generalizadas e ajusta os angulos diretamente utilizando um
modelo de regressao linear.

Também abordamos trés métodos de selecio de modelos: BIC, FBST e Teste da razao de
verossimilhanca.

As principais contribuigoes obtidas nesse estudo sao:

1. A elaboragdo de um algoritmo mais eficiente para a obtencdo de um ponto inicial para o
processo iterativo de maximizacao da funcao de verossimilhanca no Modelo de Dirichlet Linear
(Secao 2.3).

2. A completa caracterizacao das transformagoes equivalentes (Segdo 3.1.1) e a elaboragao de

novas transformacoes entre o Simplex e o Espago eulidiano (Segao 3.3).
3. Um estudo detalhado do critério de Schwarz (BIC).

Os exemplos apresentados no Capitulo 4 mostram que os modelos de Dirichlet Linear, de Melo,
Vasconcellos e Lemonte e os modelos baseados em transformacoes entre o Simplex e o Espaco
Euclidiano possuem grande versatilidade. Em alguns casos, porém, a qualidade do ajuste foi devida
a escolha artificial da forma de xo,. Nao parece natural, por exemplo, introduzir a componente
m * cos(t/100) no modelo de Dirichlet linear para o exemplo dos Casamentos por faixa etaria.
Embora os métodos de selecao de modelo apresentados no Capitulo 5 sirvam para discernir quais
das componentes de x, sdo relevantes, o desafio de escolher adequadamente a forma de x,, para
cada aplicacao, ainda permanece.

Nesse sentido, os modelos baseados em transformagoes entre o Simplex e o Espaco euclidiano

poderiam ser considerados ligeiramente superiores, pois conseguimos bons ajustes utilizando so-
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mente funcoes polinomiais e logaritmicas. Além disso, tais modelos destacam-se sobre os demais
pela facil implementagdo e por produzir estimativas sempre dentro do Simplex. Os modelos es-
féricos, em particular, poderiam ser considerados ligeiramnete superiores ao modelo Logaritmo da
Razao de Aitchison por serem sensiveis a permutagoes das componentes das composi¢oes (ver Secao
3.3.1).

O modelo de Melo, Vasconcellos e Lemonte também produz estimativas sempre dentro do Sim-
plex. Porém, além do uso de funcoes artificiais, a escolha natural para as funcoes positivas g;, a
funcao exponencial, gera grande instabilidade numérica. Uma alternativa é o uso da fungao arcotan-
gente, como ja mencionado na Se¢do 2.4.

Os modelos de Dirichlet Linear e de Wang podem ser considerados ligeiramente inferiores por nao
produzirem estimativas sempre dentro do Simplex. O caso do modelo de Dirichlet Linear, entretanto,
nao é tao critico como o do modelo de Wang (ver Segdo 3.2). Por outro lado, o Algoritmo (2.3.2)
garante uma maior estabilidade ao modelo de Dirichlet Linear, destacando-se sobre o modelo de
Melo, Vasconcellos e Lemonte.

Sobre os métodos de selecdo de modelos, podemos dizer que nao ha uma relacdo de preferéncia
evidente.

Embora a comparagdo das performances do FBST e do LR induza a uma pequena preferéncia
pelo FBST, podemos considerar que o contraste entre as complexidades de implementacdo anula
um possivel favoritismo. Consideramos, por outro lado, que o BIC e o FBST n&o sdo concorrentes,
mas sim métodos complementares. Pois o BIC nao parece ser designado para comparar modelos
encaixados (a especialidade do FBST).

Esperamos, num futuro préximo, disponibilizar as rotinas desenvolvidas para a construcao dos

modelos apresentados como pacotes do software livre de Estatistica computacional R.



Apéndice A

Calculo dos coeficientes da regressao

linear por minimos quadrados

Teorema 2. Se a matriz X de (1.1) possui posto mdzimo, entao o residuo quadrdtico (3.5)
possui um inico ponto de minimo B Se, além disso, a matriz de modelo (2.3) é completa e (5, i)

é a estimativa de mdzima verossimilhanga de (3.4) (supondo que ezista e seja tinica), entdo 8 = .

Prova:
Te 0 0
0 xe ... O
Fazendo M,, = S , temos que
0 o o
1“(1'075) :pSi(ﬂf.,ﬁ),Mx. X B’Ua (Al)

para 3, = ( B11, B12, - - -5 Bk, B21, B22s - -, Baks - -, Bars Bazs - - -5 Bak )

Logo, (3.5) assume a forma:

2
y?f; %El'
tr p
Res?(B) = || | "+ || 17 | xB, (A2)
vie) M.,
— —
Yy M

Reescrevendo (A.2) na forma matricial, obtemos Res?(8) = [Y, — M x Bt x [Y, — M x 3,] =

Bf) X Mt x M) X By — 2 vt x M) X By + Y x v, (A.3)
—_——— N —— ——
A b c
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Como X possui posto maximo, entdo® A é positiva definida, e, portanto, a forma quadratica

(A.3) assume um tnico minimo (no ponto 2 B, = A~! x bt).

Por (3.4), temos que

lOgL(ﬁ, Z) =N * lOQ (W) — %Z(T(yz.) — ,u(a:i.))t X E_l X (T(y2.> — M(Z'Z.)) (A4)

i=

e, portanto,
85‘25]; = -2 \’i/ ) X DX (T (y1e) — pl10)) -
=1 posicao i
Temos, entdo, que o sistema 8$%§jL(B, ¥) =0,i=1,2,...,d ( j fixado) equivale a que

n
¥l x (Z wlj(yl(fr) - ,u(:cl.))> seja ortogonal® a R?, donde segue que
=1

S ) — waw) = 0. (A.5)
=1

Como logL(B,15) = nx*log (W) — Res*(B), entdo 3 satisfaz (A.5) (V j) e, como (A.5)

nao depende de ¥, segue que

OlogL (~ &\ _ ..
5 (5, 2) — 0Vi,j (A.6)

Pela unicidade da estimativa de maxima verossimilhanca, obtemos 8 = f3.

! Note que M tem posto maximo, pois, rearranjando-se convenientemente as linhas de M, obtemos
X
X
, que tem posto maximo. Logo, a trasformacio z — M X z é injetora e, portanto,

X
2Px Axz=||Mx z||> >0, for z #0.

2Uma simples manipulacio algébrica mostra que Res(g—&— €) = Res(g) + ¢! x A x e (Watkins (2002), pag. 559).
3Evidentemente, isso s6 vale se a matriz de modelo (2.3) for completa.



Apéndice B

Base de dados

A seguir apresentamos os conjuntos de dados utilizados nesta dissertacao.

1. O primeiro é referente & 39 composicdes do solo do Lago Artico (areia, lodo e argila em funcio
da profundidade) apresentados por Coakley e Rust Coakley e Rust (1968) e adaptados por
Aitchinson (1986).

2. O segundo é referente ao conjunto de dados encontrado em Aitchinson (1986), constituido
pelas despesas domeésticas (separadas em Manutencao domiciliar, Alimentagao, Outros bens

e Servigos.) de 20 homens e 20 mulheres, em func¢ao do total gasto.

3. O terceiro corresponde a um conjunto de dados fornecido pelo IBGE (Instituto Brasileiro de
Geografia e Estatistica) e disponivel em hitp://seriesestatisticas.ibge.gov.br/ relativo a vari-

acao das porcentagens de casamentos por faixa etaria e sexo no perfodo 1984-2002.
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56 APENDICE B

B.1 Lago Artico

Profundidade(m) Areia Lodo Argila | Profundidade(m) Areia Lodo Argila
1040 0.78  0.20 0.03 4710  0.10  0.54 0.37
11.70 072 0.25 0.03 48.40  0.17  0.48 0.35
12.80  0.51  0.36 0.13 49.40  0.10 0.55 0.34
13.00 052 041 0.07 49.50  0.05 0.54 0.41
15.70 070 0.26 0.04 59.20  0.03 0.45 0.52
16.30  0.66 0.32 0.01 60.10 0.11  0.53 0.36
18.00 043 0.55 0.02 61.70  0.07 047 0.46
18.70  0.53  0.37 0.10 62.40 0.07 0.50 0.43
20.70  0.15 0.54 0.30 69.30 0.04 045 0.51
2210 032 041 0.27 73.60 0.07 0.52 0.41
2240 0.66 0.28 0.06 7440  0.05 0.49 0.46
2440  0.70  0.29 0.01 7850  0.04 048 0.47
25.80 0.17 0.54 0.29 82.90  0.07 0.52 0.41
3250 011  0.70 0.20 87.70  0.07 047 0.46
33.60 0.38 043 0.19 88.10  0.07 0.46 0.47
36.80 0.11  0.53 0.36 90.40  0.06 0.49 0.45
3780 0.18 0.51 0.31 90.60 0.06 0.54 0.40
36.90 0.05 047 0.48 9770  0.02 048 0.49
4220  0.16  0.50 0.34 103.70  0.02 0.48 0.50
47.00  0.32  0.45 0.23

Tabela B.1: Composicio do solo do Lago Artico em fungio da profundidade.




B.2 Despesas Domésticas

DESPESAS DOMESTICAS

T M A O S T M A O S
Homens 738 0.34 0.57 0.02 0.07 | Mulheres 284 0.65 0.26 0.02 0.07
773 0.32 0.57 0.03 0.08 581 0.70 0.17 0.06 0.08
894 0.27 0.62 0.03 0.08 596 0.66 0.10 0.10 0.13
1429 027 046 0.11 0.16 748  0.66 0.15 0.09 0.10
1532 032 039 0.10 0.19 786 0.62 0.10 0.13 0.15
1606  0.39 043 0.06 0.13 804  0.57 0.13 0.17 0.13
1659 040 045 0.04 0.11 836 046 0.09 0.28 0.18
2385 0.32 032 0.18 0.18 986 0.56 0.09 0.19 0.16
2416 037 035 0.12 0.16 1084 0.67 0.08 0.16 0.10
2448  0.34 0.38 0.12 0.15 1271 0.65 0.09 0.14 0.12
2899 0.41 038 009 0.12 1303 0.47 0.04 034 0.15
2972 0.21 0.30 025 0.24 1428 0.56 0.04 0.25 0.15
3349 0.24 0.39 020 0.17 1533 0.67 0.05 0.16 0.12
4004 029 031 0.19 0.20 1639 0.67 0.04 0.19 0.11
5371  0.37 0.16 0.28 0.19 1709 0.42 0.06 0.34 0.18
5637  0.27 0.17 031 0.25 2088 0.50 0.04 031 0.14
6582 0.24 0.12 0.38 0.26 2899 0.30 0.02 0.56 0.12
6748 0.26 0.11 0.39 0.24 3128 0.29 0.02 054 0.15
9731  0.19 0.09 0.53 0.18 3186 0.25 0.01 0.60 0.14
10615 0.15 0.04 0.61 0.19 32568 0.26 0.02 0.59 0.13
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Tabela B.2: Despesas domésticas: T = Total gasto (em HKS$); A = Alimentag¢ao; O = QOutros Bens; S =

Servigos.
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B.3 Casamentos por faixa-etaria

Ano 0al19 20a29 30a39 40a49 50a59 60+.
Homens 1984 7.41 69.12 15.34 4.56 217 1.40
1985 7.53 70.25 14.58 4.15 207 141
1986 7.90 70.09 14.25 4.09 215 1.51
1987 8.12 71.44 13.87 3.44 1.77  1.36
1988 7.65 70.18 14.78 3.95 1.98 144
1989 7.96 73.08 13.59 2.73 1.39 1.24
1990 7.82 72.46 14.23 2.78 142 1.29
1991 7.69 71.69 14.97 2.88 141 135
1992 7.47 70.65 15.77 3.15 1.52 144
1993 6.99 70.01 16.63 3.24 1.55 1.59
1994 5.10 68.70 19.20 3.61 1.63 1.78
1995 6.89 67.60 18.32 3.72 1.69 1.77

1996 6.63 66.43 19.14 4.10 1.79 191
1997 6.23 65.66 19.98 4.31 1.84 1.96
1998 5.85 64.83 20.67 4.58 1.97 210

1999 5.43 62.88 21.80 5.37 228 224
2000 5.27 62.27 22.24 5.56 233 231
2001 4.17 60.36 23.97 6.25 265 2.60
2002 3.81 59.34 24.54 6.73 281 2.78
Mulheres 1984  33.36 51.70 10.07 3.20 1.23  0.44
1985  33.76 52.29 9.45 2.94 1.15 042

1986  33.92 52.26 9.19 3.00 1.18 045
1987  34.27 53.20 8.62 2.53 0.97 041
1988  32.72 53.34 9.54 2.86 1.09 043

1989  34.71 54.34 7.89 1.94 0.75 0.36
1990  33.94 54.66 8.29 1.96 0.78 0.37
1991  33.39 94.51 8.90 2.03 0.77 041
1992 32.33 54.74 9.48 2.23 0.81 041
1993  31.38 55.03 9.93 2.30 0.89 047
1994  31.20 54.29 10.58 2.47 0.96 0.50
1995  30.86 53.80 11.05 2.65 1.09  0.55
1996  30.16 53.47 11.67 2.94 1.16  0.60

1997  28.96 53.89 12.19 3.06 1.17  0.74
1998  28.01 53.86 12.78 3.32 1.29 0.74
1999  26.13 53.73 14.03 3.89 1.51  0.72

2000  25.02 54.10 14.57 4.03 1.54 0.74
2001 21.27 55.38 16.10 4.64 1.79 0.83
2002  19.64 55.70 16.86 4.99 1.93 0.88

Tabela B.3: Porcentagen de casamentos por faiza etdria e sexo. Fonte: IBGE
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