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“Quem deseja um dia aprender a voar, deve primeiro aprender a se levantar
e caminhar, correr, saltar e dancgar;
Nao se aprende a voar voando.”

— Friedrich Nietzsche



Resumo

Este trabalho apresenta trés principais contribuicoes: i. a proposta de uma nova
logica de descricao probabilistica; ii. um novo algoritmo de inferéncia em primeira ordem
a ser utilizado em terminologias representadas nessa logica; e iii. aplicagoes praticas em
problemas reais.

A légica aqui proposta, CRALC (“credal” ALC), adiciona inclusoes probabilisticas
na popular 1égica ALC combinando as terminologias com condigoes de aciclicidade, de
Markov, e adotando uma semantica baseada em interpretacoes.

Como os métodos de inferéncia exata tradicionalmente apresentam problemas de es-
calabilidade devido a presenga de quantificadores (restrigoes universal e existencial), apre-
sentamos um algoritmo de loopy propagation em primeira-ordem que se comporta bem
para terminologias com dominios nao triviais. Uma série de testes foi feita com o algo-
ritmo proposto em comparagao com algoritmos tradicionais da literatura; os resultados
apresentados mostram uma clara vantagem em relagao aos outros algoritmos.

Sao apresentadas ainda duas aplicacoes da légica e do algoritmo para resolver proble-
mas reais da drea de robdtica mével. Embora os problemas tratados sejam relativamente
simples, eles constituem a base de muitos outros problemas da area, sendo um passo im-
portante na representacao de conhecimento de agentes/robds auténomos e no raciocinio
sobre esse conhecimento.



Abstract

This work presents three major contributions: i. a new probabilistic description logic;
ii. a new algorithm for inference in terminologies expressed in this logic; iii. practical
applications in real tasks.

The proposed logic, referred to as CRALC (“credal” ALC), adds probabilistic inclu-
sions to the popular logic ALC, combining the usual acyclicity and Markov conditions,
and adopting interpretation-based semantics.

As exact inference does not seem scalable due to the presence of quantifiers (exis-
tential and universal), we present a first-order loopy propagation algorithm that behaves
appropriately for non-trivial domain sizes. A series of tests were done comparing the
performance of the proposed algorithm against traditional ones; the presented results are
favorable to the first-order algorithm.

Two applications in the field of mobile robotics are presented, using the new probabi-
listic logic and the inference algorithm. Though the problems can be considered simple,
they constitute the basis for many other tasks in mobile robotics, being an important step
in knowledge representation and in reasoning about it.
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1 Introducao

O campo da inteligéncia artificial (I.A.) pode ser considerado como uma ciéncia rela-
tivamente nova. Este termo foi primeiramente usado em 1956, mas apesar de haver muito
desenvolvimento desde entao, resultados praticos significativos s comecaram a aparecer
substancialmente a partir das décadas de 80 e 90. I.A. é uma ciéncia muito abrangente que
engloba a percepcao e interpretacao do ambiente, a atuacao no mesmo, a representacao
de conhecimento, raciocinio e aprendizado. Todas essas tarefas sao igualmente importan-
tes para um agente (ou robd) autéonomo mas o cerne de um sistema inteligente estd nos

ultimos trés itens citados.

Este trabalho propoe uma logica de descricao probabilistica assim como um algoritmo
de inferéncia para a mesma. Essa logica pode ser usada para representar o conhecimento
através de ontologias, e o algoritmo de inferéncia nos permite fazer o raciocinio e o apren-
dizado. A nao ser quando explicitado de outra forma, o termo inferéncia correspondera a
inferéncia probabilistica, ou seja, ao calculo das probabilidades de valores de uma variavel.
O algoritmo proposto foi desenvolvido a partir de modelos probabilisticos chamados de
redes Bayesianas (BN - Bayesian Networks), mais especificamente, de uma extensao de-
nominada rede Bayesiana relacional (RBN - Relational Bayesian Network) apresentada

por Jaeger (1997), que combina as redes Bayesianas com relagoes logicas.

Sao apresentadas entao as trés principais contribuicoes deste trabalho para o campo

de inteligéncia artificial, sendo:

i. uma nova ldégica de descrigdo probabilistica (uma linguagem formal para a especi-

ficacdo de modelos légico-probabilisticos);
ii. um algoritmo de inferéncia em primeira ordem;

iii. aplicagoes praticas em problemas reais.

A primeira contribuicao tem como intuito facilitar a representacao de conhecimento, en-

quanto que a segunda nos da uma ferramenta para melhor raciocinar sobre o conheci-
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mento representado; a terceira contribuicao aborda algumas tarefas elementares que sao

base para outras tarefas.

Antes de prosseguir com a descricao detalhada dos objetivos deste trabalho, vale re-
sumir brevemente a evolucao do trabalho que permitiu a percepcao das necessidades aqui
tratadas. O tema de pesquisa inicial foi o aprendizado de modelos estatisticos baseados
em redes Bayesianas e de Markov e também relagoes 16gicas. Foi um trabalho voltado ao
diagnostico de problemas em sistemas computacionais distribuidos, aplicacao de interesse
da Hewlett Packard do Brasil, com foco na utilizagdo de Redes Légicas de Markov (MLN
- Markov Logic Network), um dos modelos mais promissores até entao. Porém foi consta-
tada uma grande defasagem entre a idealizacao das MLN e o que de fato era possivel se
fazer nas aplicagoes. Isso levou a decisao de desenvolver novos algoritmos de inferéncia,
juntamente com um novo modelo légico-probabilistico que melhor se adeque a eles. Desta

forma foi possivel estabelecer os objetivos tratados a seguir.

1.1 Objetivos

O principal objetivo deste trabalho é o desenvolvimento de uma nova légica proba-
bilistica e de um algoritmo de inferéncia para raciocinar sobre a mesma. Para atingir esse

objetivo, foram realizados os seguintes passos:
— Desenvolvimento de uma linguagem formal para a especificagao de modelos logico-
probabilisticos.

— Desenvolvimento de um algoritmo de inferéncia probabilistica (CHAVIRA; DARWI-
CHE; JAEGER, 2006).

Teste dos algoritmos.

Aplicacao em problemas reais.

Os testes do algoritmo de inferéncia devem ser feitos com dados simulados e com
dados reais. A literatura sobre modelos probabilisticos relacionais hoje lista uma série de
aplicagoes importantes, desde interpretacao de imagens e linguagem, até o raciocinio em
redes sociais e problemas de localizac¢ao robdtica (GETOOR; TASKAR, 2007). Dentre es-
sas, uma aplicacao de grande interesse que foi utilizada para os testes do algoritmo é a que
aborda o problema de mapeamento e localizagao de robos moéveis. Uma das atividades em

robos moveis é a determinagao da localizacao, da posicao e de atitude a serem tomadas a
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partir de informacoes sensoriais. A estratégia dominante para localizacao de robos moveis
é hoje a modelagem estatistica do robo (incluindo sensores e atuadores) e de seu entorno,
usando modelos frequentemente baseados em campos de Markov e redes Bayesianas. Este
enfoque probabilistico é usualmente referido como Probabilistic Robotics (THRUN; BUR-
GARD; FOX, 2005). Problemas de robética probabilistica se caracterizam pelo interesse
em relacoes entre objetos e locais e pela existéncia de conhecimento deterministico sobre
variaveis. Estas caracteristicas podem ser abordadas através de modelos probabilisticos
relacionais, como ja explorado na literatura (LIAO; FOX; KAUTZ, 2005). Estas idéias
foram aqui exploradas com o uso de redes Bayesianas relacionais, mais especificamente

em problemas de mapeamento, como detalhado nos Capitulos 6 e 7.

1.2 Organizacao do Texto

O Capitulo 2 apresenta a revisao sobre a literatura relevante a este trabalho, além de
apresentar os conceitos basicos e teoria necessaria para o entendimento do texto. Nele
sao apresentados os conceitos referentes a teoria de probabilidades, inferéncia, redes Baye-
sianas e redes Bayesianas relacionais, légicas de primeira ordem, légicas de descricao e

logicas de descrigao probabilisticas.

No Capitulo 3 ¢ definida a légica de descrigao probabilistica proposta nesse trabalho,
sobre a qual o algoritmo de inferéncia foi desenvolvido e testado, enquanto que no Capitulo

4 ¢é apresentado o algoritmo propriamente dito.

O Capitulo 5 apresenta a implementacao do algoritmo proposto em um pacote de

software, assim como a descricao do funcionamento do mesmo.

No Capitulo 6 mostram-se os experimentos realizados para testar os algoritmos, en-
quanto que no Capitulo 7 apresentam-se exemplos reais onde os algoritmos foram aplica-
dos. O Capitulo 8 contem uma breve descricao dos artigos que foram publicados a partir

dos resultados obtidos.

Por fim, no Capitulo 9 estao as consideracoes finais e notas sobre trabalhos futuros.



15

2 Revisao Bibliogrdfica e Teoria
Basica

Neste capitulo serd apresentada a teoria bésica de probabilidades (Segao 2.1), redes
Bayesianas (Segao 2.2), logicas de primeira ordem (Secao 2.3) e légicas probabilisticas
relevantes a este texto (Se¢ao 2.4) junto com uma revisao geral da literatura pertinente.
O intuito desse capitulo é revisar os assuntos relevantes para o bom entendimento deste

trabalho, assim como as referéncias necesséarias para uma consulta mais detalhada.

2.1 Probabilidades e Regra de Bayes

A probabilidade é a representacao das chances de que um dado evento ocorra. Exis-
tem diferentes definicoes formais para probabilidades mas independente da definicao, os
Aziomas de Kolmogorov sdo sempre adotados (DEGROOT, 1986).

Axiomas:

i. Para todo evento A, P(A) > 0;
i P(Q) = 1;

iii. Para eventos Ey, Es, ... disjuntos, P(Ey U E,U...) = > . P(E;).

Denomina-se o conjunto de todos os estados possiveis do mundo como espagco amostral

(€2), sendo que subconjuntos do espago amostral sdo chamados eventos.

Consequéncias:

— Para dois conjuntos A e B, P(A) < P(B) se A C B;

- P(0) =0;
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— Para todo evento £, 0 < P(E) < 1,

- P(AUB)=P(A)+ P(B)—P(ANDB)

Embora os axiomas estabelecam propriedades importantes, eles nao definem como
obter a probabilidade de um dado evento. As defini¢oes formais mais aceitas para tal
(NEAPOLITAN, 2003) sao dadas segundo as teorias a seguir:

Teoria Classica: A teoria cldssica assume que todos os estados de €2 sao equiprovaveis
na falta de informagao contraria. Para o caso discreto, define-se a probabilidade de um
dado evento como a razao entre o nimero de elementos no evento (Neyento) € 0 NmMero de
elementos no espaco amostral (ng). Considere como exemplo o lancamento de um dado

de 6 faces. Deseja-se a probabilidade de que saia um nimero par.
0 =1{1,2,3,4,5,6}, e Par = {2,4,6},
assim, temos que

P(Par) = #Le = 2=0.5.

Teoria Frequentista:  Considere o caso de uma moeda viciada, ou qualquer varidvel
que nao siga uma distribuicao uniforme (como por exemplo a varidvel que indica a al-
tura das pessoas de uma populagdo) no qual a utilizagdo da teoria classica levaria a um
resultado nao condizente com a realidade. Em casos como esses, a teoria frequentista se
utiliza da Lei dos Grandes Nimeros e define a probabilidade de um evento como sendo
a frequeéncia relativa de ocorréncia do mesmo para um conjunto de n amostras ou re-
peticoes, com n — oo. Usualmente aproxima-se o resultado para um ntumero finito de
repeticoes. Tomando como exemplo o lancamento de uma moeda; a moeda é lancada 100

vezes, observando-se que em 61 dos langamentos o resultado foi cara. Ou seja,
n =100, e Negre = 61
assim, temos que para a moeda em questao

—1; Ne ~ 61 __
P(cara) = lim,, o " =~ 755 = 0.61.

A teoria frequentista, embora mais flexivel que a classica, esta sujeita a uma restricao
importante. Se por um lado pode-se facilmente repetir experimentos como o langcamento
de moedas ou dados ou ainda pode-se amostrar pecas que saem de uma linha de producao
para a obtencao de uma freqiiéncia relativa, por outro lado em atividades unicas ou

situagoes que nao podem ser replicadas é impossivel a obtencao da frequéncia relativa.
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Teoria Subjetivista: A teoria subjetivista define a probabilidade de um evento como
sendo um nimero no intervalo [0, 1] que representa o grau de crenca que uma dada pessoa
tem sobre o evento em questao, sendo 1 o indicativo da crenca que o evento certamente
ocorrera e 0 indica a crenca de que o evento seja impossivel. Segundo essa teoria, a
probabilidade reflete uma opiniao e seu valor pode mudar de pessoa para pessoa. Como
exemplo, considere as chances de um determinado presidente se reeleger. Obviamente
nao vale a hipdtese de estados equiprovaveis do mundo, e como é um acontecimento 1inico
nao se pode obter uma frequéncia relativa. Nesse caso, uma pessoa de um certo contexto
dird que P(reeleito) = 0.75 enquanto que outra pessoa com outro contexto dird que

P(reeleito) = 0.43.

Além dos Axiomas descritos no inicio da secao, existem outros conceitos e propriedades

que podem ser definidos como segue:

Probabilidade condicional: = Em alguns casos, a ocorréncia de um certo evento tem
influéncia direta na probabilidade de outro evento, ou seja, estd condicionada a outro
evento. Por exemplo, a probabilidade de ter chovido em um local deve mudar se sabemos
que o chao esta seco ou molhado. Para dois eventos A e B, define-se a probabilidade

condicional de A dado B (DEGROOT, 1986) como

P(ANB)
P(A|B) = ——————= 2.1
com P(B) > 0.
Regra de Bayes: A intersecao de dois conjuntos é simétrica, ou seja, A N B =

BN A e consequentemente P(ANB) = P(BN A). Com isso, partindo da defini¢ao de

probabilidades condicionais, pode-se facilmente se chegar em

P(B|A) P(A)
P(B)
P(B|A) P(A)
P(B|A) P(A) + P(BJAC) P(AC)

P(A|B) (2.2)

chamada Regra de Bayes, com A® sendo o complemento de A.

A regra de Bayes é bastante til para testar hipdteses condicionadas a evidéncias, em
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casos onde seja mais facil se obter as probabilidades das evidéncias dada a hipdtese do

que a probabilidade da hipdtese dadas as evidéncias.

Independéncia: Dois eventos A e B sao ditos independentes quando o conhecimento
de um deles nao altera as probabilidades do outro. Ou seja, para A e B independentes,

P(A|B) = P(A) para P(B) > 0; consequentemente P(AN B) = P(A) P(B).

O uso de probabilidades condicionais e a representacao da independéncia entre duas
variaveis nos permite fazer modelos matematicos complexos que representem a relagao en-
tre diversas varidveis. Dentre esses modelos, um dos mais tradicionais é a rede Bayesiana,

que sera tratada na segao a seguir.

2.2 Redes Bayesianas

O termo rede Bayesiana (PEARL, 1988; SHACHTER, 1986) surgiu na década de
80, originalmente nas areas de inteligéncia artificial e pesquisa operacional, sendo usado
para denominar um tipo especifico de modelo probabilistico que representa relacoes de
dependéncia entre um conjunto de varidveis aleatdorias (JENSEN, 1996; PEARL, 1988).
Ao longo dos ultimos anos a importancia deste tipo de modelo transcendeu suas areas
de origem, adquirindo importancia em varias outras areas como, por exemplo, estatistica
Bayesiana (GILKS; RICHARDSON; SPIEGELHALTER, 1996) e bioinformatica (BALDI,;
BRUNAK, 2001).

Uma rede Bayesiana representa um conjunto de varidveis X = {Xj,...,X,} onde
cada variavel constitui um né de um grafo. Os nds sao ligados através de arcos direcio-
nados representando dependéncia entre os mesmos. Se existe um arco X; — X, diz-se
que X; ¢é pat de X;. Cada né do grafo contém uma Distribuicao de Probabilidades Con-
dicionais P(X;|pais(X;)) que representa a probabilidade de X; condicionada a seus pais.

Adicionalmente, o grafo de uma rede Bayesiana nao pode conter ciclos direcionados.

Exemplo 1 Na rede da Figura 2.1 (CHARNIAK, 1991) temos 5 varidveis: F indica que
uma dada familia estd fora de casa; L indica que a luz da casa dessa familia estd acesa, e
temos que L depende de F'; D representa que o cachorro da familia encontra-se no quintal,
e depende de F' e da variavel B que por sua vez indica se o cachorro estd com problemas
intestinais; por fim, H mostra que se pode ouvir latidos de cachorro, e isso depende
apenas do cachorro estar no quintal. Ao lado do grafo, temos a especificacio completa

das probabilidades dessa rede Bayesiana. Pode-se ver, por exemplo, que a probabilidade
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da luz estar acesa € 0.60 se a familia estiver fora de casa; mas essa mesma probabilidade

vale 0.05 se a familia nao estiver fora.

SN Y

@ p() =015 p(b) =0.15
) =0.6  pdl—f) =0.05
p(dfb) = 0.99 p(df—b) = 0.9

@ p(d|=fb) = 0.97 p(d~f—b) = 0.3
phld) = 0.7  p(h|=d) = 0.01

Figura 2.1: Exemplo de rede Bayesiana proposto por Charniak (1991).

Essa representacao se mostra muito eficiente por ser compacta, geralmente precisando
de poucos valores para especificar a rede inteira. Considere a rede Bayesiana do Exemplo
1, que contém b5 varidveis binarias. Para especificar completamente a rede foram ne-
cessarios apenas 10 valores, enquanto que para especificar a probabilidade para todas as
combinacoes sem a nocao de dependéncia entre varidveis seriam necessérios 2° — 1 = 31

valores.

Em uma rede Bayesiana as relagoes de dependéncia entre as variaveis sao codificadas
através da seguinte condicao de Markov: uma variavel X; é independente de seus nao-
descendentes no grafo dados os pais de X;. Essa condi¢ao permite que a distribuicao de

probabilidades sobre todas as variaveis X, ..., X,, seja fatorada pela expressao

P(Xy,.... X,) = [ P(Xilpais(X;)). (2.3)

i=1

Ainda considerando o Exemplo 1, pela condicao de Markov, podemos calcular a pro-

babilidade para a seguinte situacao:

— a familia nao se encontra fora de casa (—f);
— a luz nao esta acesa (—l);

— 0 cachorro nao estd com problemas (—b);

— o cachorro estd no quintal (d);

— pode-se ouvir latidos (h).
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Essa probabilidade é dada pelo produto

P(=f, =l =b,d,h) = P(=f) P(=l[=f) P(=b) P(d[=b~f) P(h|d)
= 0.85-0.95-0.85-0.30 - 0.70
= 0.14.

O célculo de uma probabilidade sobre todas as variaveis, apesar de facil de se realizar,
nao é muito util. Normalmente se esta interessado em descobrir a probabilidade de uma
variavel especifica (ou um conjunto de variaveis) ao invés de se descobrir a probabilidade
para um dos intumeros estados de um modelo. Ou seja, geralmente deseja-se calcular
P(X;|evidéncias) ao invés de P(X1, X, ..., X,,). Para isso, primeiramente vamos definir

a notacao necessaria:

- X=Xy,..., X, é o conjunto de todas as variaveis do modelo.
— X, ¢ o conjunto de variaveis cuja distribui¢ao de probabilidades ¢ de interesse.

— X sao o conjunto de varidveis cujo valor é observado.

E é a evidéncia propriamente dita (por exemplo, F = {x1, x3}).

— Y \ Z sdo as varidveis pertencentes a um conjunto Y mas nao pertencentes a um

conjunto Z.

O célculo de P(X,|Xg) é chamado de inferéncia, e segundo a regra de Bayes pode ser

feito por
P(Xy, E)

onde P(X,, E) e P(E) podem ser obtidas pela marginalizagao da Equacao (2.3), ou seja,

P(X.,E) > oxx, xp P(X)

PIXe) = = = T, PIX)

(2.4)
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Exemplo 2 Ainda considerando a rede Bayesiana da Figura 2.1, deseja-se inferir a pro-
babilidade de D dado H = verdadeiro. Temos:

P(DIR) — Zrp.c AU)<RB)x FLIF) < AD|F,B)x Fh|D)
(DIh) = s < RB)< AL < ADIF, B)x RAID)

Como pode-se ver no Exemplo 2, o cdlculo da inferéncia é bastante extenso, sofrendo
com problemas de escalabilidade conforme aumenta o niimero de variaveis da rede. Existe
uma série de algoritmos feitos para lidar com esse problema, mas embora os algoritmos
consigam melhorar a escalabilidade, a inferéncia em redes complexas muito grandes (or-
dem de 10* nés) ainda é invidvel. Esses algoritmos serdo apresentados no Capitulo 4,

junto com o algoritmo proposto neste trabalho.

Apesar dessa questao de escalabilidade, redes Bayesianas sao bastante eficientes a
ponto de serem tradicionalmente utilizadas em problemas de inteligéncia artificial. Isso
levou ao desenvolvimento de diversas extensoes para o modelo de redes Bayesianas, muitas
delas misturando conceitos de légica aos conceitos estatisticos. Este desejo de combinar
probabilidades e sentencas légicas é antigo, ja estando presente no trabalho de Boole
(BOOLE, 1958), mas foi ao longo do tltimo século que essa unido entre disciplinas foi
redescoberto tanto em filosofia (HOWSON; URBACH, 1993; Kyburg Jr.; TENG, 2001)
quanto em estatistica (FINETTI, 1974) e em computagao (HAILPERIN, 1965; NILSSON,
1986).

Grosso modo, existem hoje dois tipos de linguagens que recebem a denominacao de

logicas probabilisticas:

— Logicas probabilisticas “cléssicas”, que permitem assercoes probabilisticas sobre sen-
tencas genéricas com o objetivo de obter intervalos para probabilidades de interesse
(BACCHUS, 1990; GEORGAKOPOULOS; KAVVADIAS; PAPADIMITRIOU, 1988;
HALPERN, 1990; JAUMARD; HANSEN; AO, 1991; LUKASIEWICZ, 2001). Por
exemplo, se A, B e C sao proposicoes, as asser¢oes P(B) = P(A— -C) =
P(B — C) = 2/3 implicam P(AA B) € [0,2/3].

— Légicas probabilisticas que permitem relagoes de independéncia expressas por grafos
(GETOOR et al., 2001; GETOOR; TASKAR, 2007; JAEGER, 1997, KERSTING;
DICK, 2004; MILCH et al., 2005; NGO; HADDAWY, 1997; POOLE, 1993; SATO;
KAMEYA, 2001). Estas légicas sdo mais intuitivas que as cléssicas e sao freqiiente-
mente chamadas de modelos probabilisticos relacionais. Em geral, nestas légicas a

semantica é tal que qualquer conjunto de sentencas pode ser transformado em uma



2.2 Redes Bayesianas 22

rede Bayesiana ou um campo de Markov!. Isso é obtido restringindo-se a linguagem,

em alguns casos, drasticamente.

Apesar das limitagoes dos modelos probabilisticos relacionais, eles tem encontrado
grande aplicagao principalmente como substrato para aprendizado (RICHARDSON; DO-
MINGOS, 2006). Varias destas logicas tém sido aplicadas em “inducao de programas
légicos” em uma &rea geralmente referida como ILP (de Inductive Logic Programming)
(MUGGLETON; RAEDT, 1994). A maioria das propostas hoje na literatura ainda estd
em fase inicial. Dentre aquelas que apresentam razoavel maturidade e ja levaram a imple-
mentacoes, identificam-se as linguagens PRISM (SATO; KAMEYA, 2001), redes Bayesi-
anas relacionais (JAEGER, 2001) e redes ldgicas de Markov (RICHARDSON; DOMIN-

GOS, 2006). Essas linguagens sao analisadas a seguir.

PRISM éuma linguagem implementada em pacote de mesmo nome (http://sato-www.
cs.titech.ac.jp/prism/) e tem como foco a criacao de uma versdo probabilistica da

linguagem Prolog.

Rede Légica de Markov ¢ uma linguagem proposta por Richardson e Domingos
(2006) que usa sentengas logicas para especificar campos de Markov (referidos como redes
de Markov). Uma rede de ldgica de Markov é definida por um conjunto de pares (F;, w;),
onde cada F; é uma sentenca de légica de primeira-ordem (sem fungoes) e w; é um peso,
e por um dominio conhecido finito. Esse conjunto de pares e dominio define uma rede
de Markov, possivelmente grande, onde cada n6 é uma relagao instanciada por elementos
do dominio, e existe um arco entre dois nds se estes nos aparecem em uma férmula
instanciada. Cada uma destas relacoes instanciadas é uma variavel X; na rede de Markov.

A Expressao (2.3) é reescrita como

1

P(Xy,.. X)) = - exp(Y  wpFi(X)), (2.5)

onde wy, é justamente o peso de Fj, (agora instanciada por Xj). Redes Légicas de Markov
ja foram implementadas no pacote Alchemy (http://alchemy.cs.washington.edu/) que
permite inferéncia e aprendizado. Todavia, existem algumas dificuldades relacionadas a
interpretacao do pesos associados as férmulas, ja que um mesmo peso pode gerar diferentes

probabilidades dependendo da cardinalidade do dominio de interesse.

1Campos de Markov sdo modelos semelhantes a redes Bayesianas, porém utilizam grafos néo-
direcionados, substituindo as probabilidades condicionais por fungoes potenciais arbitrarias.
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Figura 2.2: Estrutura de rede Bayesiana (a) e rede Bayesiana relacional (b).

Rede Bayesiana Relacional ¢ um modelo que estende redes Bayesianas ao permitir
que um né do grafo seja associado a uma relacao parametrizada por variaveis logicas.
Por exemplo, a rede Bayesiana da Figura 2.2 (a) pode ser transformada em uma rede
Bayesiana relacional se associarmos a relagao A(z) ao né rotulado como A ou E(zx,y) ao
né rotulado como E. Aqui as varidveis légicas = e y indicam elementos em um dominio
D, que é suposto conhecido e finito (embora também hajam extensdes para dominios
infinitos (JAEGER, 1998a, 1998b)). Sao propostas sintaxe e semantica para fungoes
de combina¢ao (quantificadores 3 e V, média, maximo, “Noisy-OR”, etc) que podem
ser utilizadas para especificar a probabilidade de uma variavel condicionada a todas as
instanciagoes de outra variavel. O modelo de rede Bayesiana relacional estd implementado
no pacote Primula (http://www.cs.aau.dk/~jaeger/Primula/), que permite inferéncias

com redes Bayesianas relacionais e permite o aprendizado dos parametros das mesmas.

Assim como as redes Bayesianas, as redes Bayesianas relacionais e outras 16gicas pro-
babilisticas sofrem de problemas computacionais para inferéncia, enfrentando dificuldades
numéricas que claramente exigem algoritmos mais sofisticados do que os atualmente dis-
poniveis. A partir dessa constatacao, fica evidente que existe uma oportunidade de pes-
quisa no desenvolvimento, implementagao e aplicagao de novos algoritmos de inferéncia.
Porém antes de dar inicio ao desenvolvimento dos algoritmos, vale aqui fazer uma revisao

do ponto de vista de légica.

2.3 Légica de Primeira Ordem

A légica de primeira ordem é uma légica relativamente simples, mas com grande
expressividade. O vocabuldrio das logicas de primeira ordem conta com constantes,

varidveis, relacoes e fungoes.

— Constantes sao os objetos que populam o dominio: Jo&o, José e Maria;

— Varidveis podem assumir valores de objetos do dominio: a varidvel pessoa pode
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assumir o valor José;

— Relagoes sao predicados binarios que expressam conexoes entre objetos do dominio:

pai(pessoa;,pessoay) nos diz que pessoa; ¢ pai de pessoay;

— Funcoes mapeiam objetos do dominio a outros objetos do dominio: paiDe(Jo&o)

indica um objeto referenciando-o por meio do objeto Jo&o).

A légica de primeira ordem ainda conta com operadores booleanos (U, N, —,...) e
quantificadores (3, ¥, ...). As légicas de primeira ordem se caracterizam por permitir
que as variaveis de uma férmula sejam quantificadas, enquanto que légicas de seqgunda or-
dem permitem que, além das varidveis, fungoes sejam quantificadas, enquanto que ldgicas

proposicionais nao permitem quantificadores.

Fragmentos de légica de primeira-ordem com excelente balango entre expressividade
e complexidade computacional sao as chamadas Ldgicas de Descrigao (BAADER et al.,
2002). Légicas de descri¢ao tém sido bem sucedidas na representagao de ontologias (sobre-
tudo ontologias médicas). Propostas para normatizacao de linguagens de representagao de
conhecimento tém sido baseadas nestas logicas devido a sua boa expressividade. Em parti-
cular, o World-Wide-Web Consortium tem usado logicas de descrigao na “rede semantica”

(ou seja, na rede de contetidos semanticos formada a partir da internet) (HORROCKS;
PATEL-SCHNEIDER; HARMELEN, 2003).

Uma légica de descri¢ao tradicionalmente contém individuos, conceitos e papéis (BA-
ADER et al., 2002), sendo que individuos sdo os objetos que populam o dominio de
interesse, os conceitos sao relagoes unarias utilizados para descrever os individuos, e os
papéis sao relacoes binarias que expressam conexao entre os individuos. Por exemplo,

considere:

— 0 individuo Maria;

— Mulher(x) é um conceito que diz que um dado individuo é uma mulher, assim,

Mulher (Maria) nos diz que o individuo Maria é uma mulher;

— um papel mde (x,y) nos diz que um individuo x é mae de y, assim sendo, mde (Maria, José)

representa que Maria ¢ mae de José.

Conceitos e papéis podem ser combinados para formar novos conceitos pela uti-
lizagao de um conjunto de construtores. A tradicional l6gica ALC (SCHMIDT-SCHAUSS;
SMOLKA, 1991) conta com os seguintes construtores:
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— conjungao (C' M D);
— disjungao (C'U D);

— negagao (—C);

restrigao ezistencial (3r.C);

— restrigao universal (Vr.C');

e ainda contam com

— defini¢ao (C = D);

— inclusdo (C' C D).

A semantica desses elementos é bastante direta, dada pela funcao de interpretagao
7 definida a seguir. Seja A o conjunto nao vazio de interpretagoes do dominio. Cada
individuo a é mapeado a um elemento Z(a) € A, cada conceito C' é mapeado a um

conjunto Z(C') C A, cada papel r é mapeado a uma relagdo bindria Z(r) C A x A.

Assim:
S I(T) = A
- Z(L) =0

- Z(CND)=Z(C)NZ(D) (conjungao é interpretada como interse¢ao);

- Z(CUD)=ZI(C)UZ(D) (disjuncao ¢é interpretada como unido);

— Z(=C) = D\Z(C) (complemento ¢ interpretado como negagao);

~IZ(Fr.C)={xeD|Fy: (x,y) e Z(r) Ny € Z(C)};

~ I(Vr.C)={x € D|\Vy : (z,y) € Z(r) — y € Z(C)}.
por fim, Diz-se C' C D se e somente se Z(C) C Z(D), enquanto que C' = D se e somente
se Z(C) = Z(D). Todos os construtores acima tém tradugdo nas légicas modal e de
primeira-ordem (BAADER et al., 2002); que geralmente tratam um conceito C' como um
predicado undrio C'(x), um papel r como um predicado binario r(x,y), e restri¢goes como

quantificadores. Assim, uma restricao existencial Ir.C' indica o conjunto de elementos x

do dominio para os quais existe pelo menos um y tal que r(z,y) satisfaz C(y).
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Todos os construtores podem ser combinados; por exemplo,

D C (d temFilho.Homem) M (Vcompra.(Orgénico LI Fruta))

indica que D contém individuos que tem pelo menos um filho e que somente compra
ou frutas ou comida organica. Um grande ntimero de operadores e variantes pode ser
encontrado na literatura (BAADER et al., 2002), sendo que a presenga ou auséncia dos

operadores definem a expressividade e complexidade da logica.

2.4 Loégicas de Descricao Probabilisticas

Anteriormente foi vista a importancia dos modelos probabilisticos como redes Baye-
sianas e campos de Markov, assim como a tendéncia a reunir em um sé modelo concei-
tos logicos e conceitos estatisticos. Por sua vez, as logicas de descrigao sao fragmentos
de logica de primeira-ordem com excelente balanco entre expressividade e complexidade
computacional. Tendo isso em vista, tém surgido na literatura muitas tentativas para
a criagao de logicas de descrigao probabilisticas. Essa secao é destinada a revisao da

literatura relevante.

Heinsohn (1994), Jaeger (1994) e Sebastiani (1994) consideram, em seus respectivos
trabalhos, axiomas de inclusao probabilisticos como Pp(Planta) = «, tendo como signi-
ficado que ao selecionar aleatoriamente um individuo, tem-se a probabilidade « de que
o individuo seja uma Planta. Ou seja, as probabilidades sao atribuidas a subconjuntos
do dominio D, caracterizando assim o que é chamada de semantica baseada em dominio.
Sebastiani também permite que sejam feitas asser¢oes como P(Planta(Maria)) = «, espe-
cificando assim, probabilidades sobre as interpretacoes propriamente ditas. Por exemplo,
a asser¢ao P(Passaro(Maria)) = 0.001 é entendida como a atribuigao da probabilidade
0.001 para todas as interpretacoes onde Maria é um passaro. Isso caracteriza a chamada
semantica baseada em interpretacoes. De maneira geral, a maioria das propostas abor-
dam semanticas baseadas em dominio (DING; PENG; PAN, 2006; DURIG; STUDER,
2005; GIUGNO; LUKASIEWICZ, 2002; HEINSOHN, 1994; JAEGER, 1994; KOLLER,;
PFEFFER, 1997; LUKASIEWICZ, 2008; SEBASTIANI, 1994; YELLAND, 1999), en-
quanto relativamente poucas propostas abordaram semanticas baseadas em interpretagoes
(COSTA; LASKEY, 2006; SEBASTIANI, 1994; D’AMATO; FANIZZI; LUKASIEWICZ,
2008).

A dificuldade de se trabalhar com semantica baseada em dominio esta no problema
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chamado de inferéncia direta (BACCHUS, 1990; Kyburg Jr.; TENG, 2001) no qual as
informacoes estatisticas sobre o dominio nao se transmitem aos individuos. Por exem-
plo, supondo a atribuigdo P(Passaro) = 0.3; em uma semantica baseada em dominio o
dominio é definido, e as interpretagoes sao fixadas segundo a probabilidade 0.3 de que um
elemento qualquer do dominio seja um passaro. Entretanto, ao olhar para um individuo
especifico do dominio, Maria, P(Passaro(Maria)) = 1 ou 0 uma vez que as interpretagoes
estao fixas e Maria ou é um péssaro ou nao é. Por esse motivo, a maioria das légicas de
descricao probabilisticas simplesmente nao aceita essas atribuicoes de probabilidade. Vale
notar que Diirig e Studer (2005) evitam o problema de inferéncia direta ao permitir o uso
de probabilidades somente sobre as atribuigoes. Ja Giugno e Lukasiewicz (2002) e Luka-
siewicz (2008) propoem um modelo onde probabilidades sobre terminologias e atribuigoes
se misturam pela utilizacao de relagoes ndo monotonicas, tendo sua lgica P-SHOZN (D)

como sendo a mais expressiva da literatura.

As logicas de descricao probabilisticas citadas até agora tém em comum que seus
conjuntos de férmulas podem ser satisfeitos por uma ou mais distribuicoes de probabili-
dades, caracteristica frequentemente adotada por légicas probabilisticas tanto de primeira
ordem quanto proposicionais (HALPERN, 2003). Outra caracteristica comum é que elas
nao expressam condicoes de independéncia. Entretanto ha um esforco recente para com-
binar construtores logicos com redes Bayesianas e campos de Markov de forma a utili-
zar as condicoes de independéncia para facilitar os calculos (GETOOR; TASKAR, 2007;
MILCH; RUSSELL, 2007; RAEDT; KERSTING, 2008). De fato, muitas das propostas
recentes adotam semanticas baseadas em redes Bayesianas. A primeira delas, chamada
P-CLASSIC (KOLLER; PFEFFER, 1997), estende a 16gica CLASSIC com um conjunto
de redes Bayesianas e condicoes de independéncia de forma a especificar uma tnica dis-
tribuicao de probabilidades sobre o dominio, porém tendo a limitacao de nao trabalhar

com atribuicoes.

Outras logicas que combinam terminologias com redes Bayesianas sao a Tiny Descrip-
tion Logic (YELLAND, 1999), BayesOWL (DING; PENG; PAN, 2006), além da légica
proposta por Staker (2002) porém nenhuma delas permite atribui¢oes. Ainda existe a
linguagem PROWL (COSTA; LASKEY, 2006) com semantica baseada em interpretagoes
baseada nas redes Bayesianas Multi-entidades (Multi-entity Bayesian networks — MEBNs)
(COSTA; LASKEY, 2005). Por fim, ainda existe uma versao probabilistica da OWL pro-
posta por Nottelmann e Fuhr (2006)

Além da literatura aqui citada, ainda ha uma grande quantidade de propostas para a
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utilizagao de probabilidades em bases de conhecimento (HUNG; GETOOR; SUBRAHMA-
NIAN, 2007) ou ainda ldgicas-fuzzy de descrigao (LUKASIEWICZ; STRACCIA, 2008),

que nao serao discutidas aqui.
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3 CrRALC

Como visto no Capitulo 2, as légicas de descricao probabilisticas sao modelos com
uma Otima relacao entre expressividade e complexidade. E embora haja um esforco na
literatura, ainda nao foi possivel achar uma solugao definitiva para o problema de esca-
labilidade. Tendo isso em mente, decidiu-se propor uma nova logica probabilistica e um
algoritmo para inferéncia para ela. Assim, a primeira contribuigao desse trabalho é a 16gica
aqui proposta, intitulada CRALC — Credal ALC (COZMAN; POLASTRO, 2008), que se
baseia em uma logica de descricao simples denominada ALC e se foca no desenvolvimento

de métodos de inferéncia escaldveis.

Primeiramente, assume-se que o dominio é finito e conhecido. Assume-se também um
vocabulario contendo individuos, conceitos e papéis. Assim como definidos na Segao 2.3,
conceitos sao utilizados para descrever os individuos, enquanto papéis expressam relagoes
entre os individuos. Conceitos e papéis podem ser combinados para formar novos conceitos
pela utilizagdo dos seguintes construtores da légica ALC: conjuncao (C M D), disjungao
(C'UD) e negacao (—C') juntamente com restri¢ao existencial (Ir.C') e restrigdo universal
(Vr.C"). O conceito (C' U —C') é representado por T enquanto que o conceito (C' M —C)
é representado por L; para facilitar a leitura, r.T serd simplesmente abreviada por r
(por exemplo, em restrigoes como Ir). Inclusdo e definicao de conceitos sao expressas
respectivamente por C' & D e C' = D, onde C e D sao conceitos. A semantica desses

elementos segue o que foi apresentado na Secao 2.3.

Sao permitidas incluses probabilisticas como P(C|D) = «a, onde C' ¢é o nome de
um conceito e D é um conceito. Essa inclusao é interpretada de acordo com a seguinte
semantica:

Vo : P(C(x)|D(z)) = o

ou seja: todo elemento x do dominio satisfaz a asser¢ao probabilistica P(C(x)|D(x)) = a.
No caso onde D é T, escreve-se simplesmente P(C') = a. Nao sao permitidas inclusoes
probabilisticas do tipo P(Vr.C|D), sendo permitidas somente inclusoes que tenham ape-

nas nomes de conceitos em seu condicionante. Também sao permitidas inclusoes pro-
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babilisticas como P(r) = 3, onde r é um papel. De forma andloga, essa inclusao é

interpretada de acordo com a seguinte semantica:

Va,y: P(r(z,y)) = 5.

Vale notar aqui que a asser¢ao P(C|AU B) = ay e P(D|AN B) = ay sao interpretadas

CO1mo:

P(CIAUB) = ay,
P(C|AU-B) = ai,
P(C|-AUB) = oy,
P(D|ANB) = as.
€ Nao como
P(CN (AU B)) B P(DM (AN B)) B
P(ALB) b P(AUB) ™

Ambas as interpretagoes sao bastante naturais, mas por facilidade, escolheu-se o primeiro

caso.

Por fim, adotam-se as seguintes suposigoes:

Aciclicidade:  Considere as inclusoes P(C|B) = a e D C C. Diz se que C' “utiliza”
B e que D “utiliza” C'; a propriedade é transitiva e portanto D “utiliza” B. Um con-
junto de definicoes e inclusoes de conceitos é chamado de terminologia; uma terminologia
é dita aciclica se nenhum de seus conceitos utilizar a si mesmo. Essa propriedade é co-
mumente imposta em légicas de descrigao (BAADER et al., 2002). Assume-se que toda
terminologia em CRALC é aciclica, permitindo assim que seja formado um grafo aciclico
direcionado para as terminologias, possibilitando que as mesmas sejam representadas em

redes Bayesianas relacionais.

Semantica baseada em interpretacoes: = Conforme foi visto na Se¢ao 2.4, semanticas
baseadas em dominio consideram inclusoes probabilisticas que sao naturalmente entendi-
das como

P(conjunto de Cs | conjunto de Ds) = «;

enquanto que as baseadas em interpretacao consideram inclusoes probabilisticas natural-

mente entendidas como

Vo : P(C(x)|D(z)) = a.
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Adota-se esta ultima semantica em CRALC pois ela nos permite fazer inferéncias sobre
P(A(i)|B(j)) para os conceitos A e B respectivamente instanciados para os individuos i
e 7 enquanto que uma semantica baseada em dominio atribuiria o valor 0 ou 1 para a
interpretacao, ficando presa no problema de inferéncia direta. Note que nao ha contradigao
entre Vz : P(C(z)) = a e uma observagao C'(a) = verdadeiro ja que P(C(a)|C(a)) =1
enquanto ainda temos P(C(a)) = a. Assume-se que os individuos s@o designadores rigidos
em relacao as interpretagoes, ou seja, um individuo corresponde ao mesmo elemento do
dominio para todas as interpretagoes (BACCHUS, 1990), como serd visto nos paragrafos

a seguir.

Independéncia e Condicao de Markov: Loégicas de descricao probabilisticas como
P-CLASSIC, BayesOWL e PROWL tém uma propriedade de independéncia definida por
uma condicao de Markov que restringe os valores de probabilidade e decompoe os mode-
los em pequenas partes isoladas. Nessas légicas nao ha uma sintaxe que expresse inde-
pendéncia; independéncia é extraida diretamente da estrutura das féormulas, fato comum
a muitas 16gicas (GETOOR et al., 2001; MILCH; RUSSELL, 2007). A l6gica CRALC
também assume essa posicao, sendo que a independéncia é representada pela seguinte

condicao de Markov:

Para todo conceito C' em uma terminologia e para cada x mo dominio D,
C(x) € independente de todas as afirmacoes que nao utilizem C(x), dadas as
afirmagoes que utilizem diretamente C'.

Para todo papel v e para todo (z,y) em D x D, r(z,y) € independente de
todas as afirmagoes que nao utilizem r(x,y), dadas as afirmagoes que utilizem

diretamente r.

Homogeneidade:  Uma terminologia pode nao especificar uma tunica distribuicao de
probabilidades sobre as interpretagoes. Por exemplo: P(C|B L 3r.D) = a; nao garante
que P(C|B M 3r.D) seja restrito a um tnico valor. Por isso, assume-se a seguinte condi¢ao

de homogeneidade:

Considere um conceito C com pais D1, ...,D,,. Para cada conjuncao de m
conceitos £D; 1, tem-se P(C| & Dy M £Dy M---MN £D,,) = 7.

1+ indica que os conceitos podem aparecer negados ou nao.
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Com essa condigao, cada terminologia em CRALC pode ser representada como um
grafo aciclico direcionado onde cada né estd associado a uma relacao. Se cada probabili-
dade for especificada por um valor preciso, entao a terminologia pode ser representada por
uma rede Bayesiana relacional, sendo que a proposicionalizacao da mesma gera uma rede
Bayesiana. Para casos onde nem todas as probabilidades sao precisamente especificadas,

a proposicionalizagao gera uma chamada rede credal (COZMAN, 2000).

Unicidade: Adota-se a suposicao de nomes unicos: nomes distintos de individuos
correspondem a elementos distintos do dominio. Adota-se também a seguinte condigao

de unicidade:

— Cada conceito C' pertence a uma de duas categorias: ou C' ¢ especificado por uma
definicao, ou C' tem um pai D e sao feitas inclusoes a respeito de D e —D. Para o

ultimo caso ha trés opgoes:

i. CC DeP(C|D) = a;
ii. CC =D e P(C|=D) =«
iii. P(C|D)=a"e P(C|=D) =4da".

— Para cada papel r é feita uma atribuigao de probabilidade P(r) = «a, cuja semantica
éVr,y: P(r(z,y)) = a.

Com a condicao de unicidade e os nomes inicos garante-se que ao se proposicionalizar
a terminologia, se obtém uma rede Bayesiana. Suposicoes similares sao usadas para

garantir unicidade em outras l6gicas como P-CLASSIC e PROWL.

Representando CRALC com redes Bayesianas relacionais: Em consequéncia
da condicao de Markov, CRALC pode ser usada para se especificar redes Bayesianas
relacionais de forma simples com elementos de l6gica. A traducao direta de CRALC para

redes Bayesianas relacionais se da de acordo com os seguintes itens:

Atribuigoes de probabilidades ja sao naturalmente representadas nas redes Bayesianas
relacionais. As assergoes P(A) = 0.6, P(B|A) = 0.2 e P(r) = 0.3 geram a rede que pode
ser vista na Figura 3.1(a); a a proposicionalizagdo da mesma pode ser vista na Figura

3.1(b). Note que a rede nao esta totalmente especificada, ja que nao se conhece P(B|-A).
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pr)=0.3
p(a) = 0.6

50 @

&0 @

\L | a —a
pb) 0.2 27
p(—b)|0.8 7?7

b) Rede instanciada para 2 individuos.

—~

(a) Rede Bayesiana relacio-
nal.

Figura 3.1: Grafo com a rede gerada por inclusoes probabilisticas, e a instanciacao para
um dominio com 2 individuos.

Uma definicao ou inclusao de conceito expressa uma relacao deterministica entre os
termos envolvidos. C' = B é equivalente a P(C|B) = 1 e P(C|-B) = 0. DC C ¢
equivalente a P(D|—C') = 0; note que a inclusao de conceito nada diz sobre P(D|C), que

devera ser posteriormente especificado para completar a rede. A Figura 3.2 ilustra estes

oo (@ e

Ccasos.

Lomlen L A
@ p(—c . . p(— 2?2 1
(a) C=B (by DCC

Figura 3.2: Redes geradas pela defini¢ao e inclusao de conceitos.

De forma andloga, a Figura 3.3 apresenta as tabelas de probabilidades condicionais

para P(E|AU-B) =08, F=(AU-B)e GC (AU-B).

| a —a | a —a | a —a

b |08 ?? b 1.0 0.0 b |22 0.0

-b | 0.8 08 -b | 1.0 1.0 -b | 2?2 77

(a) P(E|[AU-B) =0.8 (b) F=(AU-B) () GE (AU-B)

Figura 3.3: Tabelas de probabilidades condicionais geradas pelos construtores légicos.
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Por fim, temos que as restri¢oes universais Vr.C' sao escritas na forma (_, (r; — C;),

ou seja Vr(z,y).C(y) pode ser escrito como
(r(z,0) = C(0)) M (r(z,1) = C(1)) N ... 1 (r(z,n) = C(n)),

onde r — C' é representado por —r LI C.

As restrigoes existenciais 3r.C' por sua vez sao escritas na forma (J;_, (r; N C;), ou

seja Ir(z,y).C(y) pode ser escrito como
(r(z,0)1C(0)) U (r(z,1)NC(1)) U ... U (r(z,n)NC(n)).

A Figura 3.4 ilustra a representacao das restricoes mostrando a rede gerada para H = Vr.C
el =IrC.

Figura 3.4: Representacao de restrigoes universais e existenciais instanciadas para um
dominio com dois individuos.
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Exemplo 3 Considere uma terminologia Ty com os conceitos A, B, C', D. Suponha
P(A)=09, BC A, P(B|A)=0,45, D=Vr.A, C = BU3r.D e P(r) =0,3. O grafo da
terminologia estd representado na Figura 3.5, assim como a instanciagcao da mesma para
o dominio D = {a, b}.

Figura 3.5: Grafo para a terminologia 7; do Exemplo 3 e a instanciagao do mesmo para
o dominio D = {a, b}.
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4 Algoritmos de Inferéncia

Um dos pontos fortes da légica CRALC, proposta na secao anterior, é o fato de ela
ter traducao direta para redes Bayesianas relacionais, podendo assim aproveitar algorit-
mos robustos de inferéncia. Esses algoritmos, mesmo sendo eficientes, ainda sofrem com
problemas de escalabilidade, uma vez que as redes geradas pela CRALC crescem com o
quadrado do nimero de individuos de seu dominio. Assim, a segunda contribuicao deste
trabalho é um algoritmo de inferéncia em primeira ordem, para tratar a inferéncia nas
redes criadas pela CRALC. A seguir serao apresentados alguns algoritmos tradicionais
de inferéncia para redes bayesianas que podem ser utilizados com a CRALC, seguidos do

novo algoritmo proposto.

4.1 Inferéncia Exata

O problema de inferéncia exata é o célculo do valor da Equacao (2.4). Observando-se
um exemplo pequeno como o Exemplo 2, pode-se ver que ha problemas de viabilidade de

marginalizacao para o cdlculo da inferéncia em redes nao triviais.

Eliminacao de Variaveis: Aproveitando-se da propriedade associativa da adicao
e multiplicacdo, o método de eliminacao de variaveis (RUSSELL; NORVIG, 1995) tem
como o intuito reordenar os fatores presentes na equacao da inferéncia de forma a retirar
o maximo de varidveis de dentro dos termos da somatoria, fazendo o calculo do valor
marginal de uma variavel por vez. Considerando-se o numerador na equacao do Exemplo

2 temos:
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P(D|h) . ZF,B}LP<F) X P(B) X P(L‘F) % P(D‘F,B) v P(h’D)
Y P(F)x P(B) x P(L|F) x P(D|F, B) x P(h|D)

F,B,L,D
N

7

-~

Z

= — Y P(F)x P(B) x P(LIF) x P(D|F,B) x P(h|D)

P(h|D)> " P(F) x P(B) x P(D|F,B) x »_P(L|F)

—_——
=1

_ %P(MD) S"P(B) x S P(D|F, B) P(F). (4.1)

A ordem das varidveis eliminadas nao faz diferenca quanto ao resultado final, porém a
escolha da ordem correta tem grande influéncia na eficiéncia do algoritmo. E um algoritmo
eficiente para tratar de redes unicamente conezras (também chamadas de polidrvores), que

sao redes nas quais existe no maximo um caminho nao-orientado entre dois nés quaisquer.

Agrupamento de Variaveis: Em redes multiconexas uma técnica que pode ser
utilizada para facilitar o calculo é o agrupamento de variaveis, no qual se substitui alguns
nos individuais por um né que represente a combinagao dos mesmos, de forma que a rede

possa ser representada por uma poliarvore.

Exemplo 4 Considere uma rede multiconexa composta de quatro nos, como pode ser visto
na Figura 4.1, onde N representa que o céu estd nublado, C representa a probabilidade
de chuva, I representa que o irrigador esta ligado e M que a grama estd molhada. Na

mesma figura, a direita pode-se ver a poliarvore formada ao se agrupar I e C.

4.2 Inferéncia Aproximada

Mesmo utilizando-se a eliminagao e agrupamento de variaveis, em redes grandes com
muitas conexoes e poucas evidencias é inviavel realizar o célculo de inferéncia exata, e

frequentemente sao utilizados métodos de inferéncia aproximados.
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Figura 4.1: Rede multiconexa e polidrvore equivalente obtida por agrupamento de
variaveis.

Métodos de amostragem: Um grupo de algoritmos para inferéncia aproximada
bastante usado é o de inferéncia por amostragem, onde sao geradas amostras aleatoria-
mente a partir de uma distribuicao conhecida, e a probabilidade é obtida de acordo com
a quantidade de amostras relevantes em relacao ao total de amostras. Nem sempre é facil
se amostrar essas distribuigoes: se por um lado uma variavel que representa o lancamento
de uma moeda pode ser facilmente amostrada, por outro lado, modelos mais complexos
precisam de outras distribuigoes mais elaboradas. Algumas variacoes podem ser usadas
para melhorar o desempenho do algoritmo, como a rejeigao ou ponderacao das amostras,
de acordo com as distribuicoes das quais se deseja amostrar. Uma classe de algoritmos de
amostragem bastante utilizada é a chamada de MCMC — Markov Chain Monte Carlo
(GILKS; RICHARDSON; SPIEGELHALTER, 1996) na qual as amostras sao geradas a

partir de possiveis configuracoes da rede.

Propagacgao de crenca:  Outro grupo importante de algoritmos para inferéncia apro-
ximada é o de propagacao de crencas. E um algoritmo que calcula para cada né sua
probabilidade de acordo com mensagens recebidas de seus nds vizinhos, e entao repassa
novas mensagens aos outros nés. Sao feitas iteracoes até a convergéncia dos resultados, e
embora nao haja garantias de convergencia dos algoritmos, nem da precisao dos mesmos,
os resultados empiricos sao bastante solidos. O algoritmo LBP — Loopy Belief Propaga-
tion (PEARL, 1988) é um dos mais empregados na literatura ji que ele se mostra muito
preciso e rapido para redes grandes e altamente conectadas. Uma particular variagao
do LBP é o algoritmo L2U (IDE; COZMAN, 2008), que faz a propagagao de crengas

em redes credais (redes bayesianas especificadas por probabilidades imprecisas). Outra
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variacao interessante é generalizacao proposta por Yedidia, Freeman e Weiss (2005), que

melhora significativamente a precisao da aproximacao.

4.3 Inferéncia em Primeira Ordem

Nesta secao serd apresentado o algoritmo de inferéncia proposto nesse trabalho. Para
o melhor entendimento do mesmo, considere uma terminologia 7, em CRALC, com
dominio D de cardinalidade n e considere uma consulta sobre a probabilidade @ =

P(Ag(ao)| ML, Aj(ax)) onde A; sao nomes de conceitos e a; sao individuos, com [D] > M.

Primeiramente precisamos definir a distribui¢ao de probabilidade conjunta sobre um
conjunto V¥ que contenha todas as assercoes geradas por 7 sobre D. Seja C o conjunto
dos conceitos e R o conjunto de papéis em 7. Para um conceito C;, denominamos seus

pais por pais(C;(x)). Define-se

D' = {ag,...,apn} e D" =D\D'. Assim,

PV = [l PC(o)pais(Ci())) x [[ Pr(z,y). (4.2)

C;eC;xeD reR;x,yeD
Utilizando-se de eliminag¢do de varidveis em primeira ordem (BRAZ; AMIR; ROTH,
2006a, 2006b; POOLE, 2003), reescreve-se a distribuigao segundo a forma chamada shat-
tered (BRAZ; AMIR; ROTH, 2006a) na qual cada 4tomo é instanciado ou em um conjunto
de atomos idénticos ou em um conjunto de atomos distintos, tomando em consideracao

as restricoes sobre as possiveis assercoes.

pvp) = [ PC@)paisCia)) x  J]  Plr(d.a")

C;€C;a’ €D’ reR;a’,a"’ €D’

< II PO ) Plr(ae.a)

X H P(Ci(zo)|pais(Ci(z9))) X H P(r(xzo,z1)), (4.3)

C,eCizoeD” reR;xo,x1 €D

sendo que:

— caso C; seja o nome de um conceito:

— pais(C;(z)) denomina os pais de Cj;
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— caso (C; seja uma restricao Ir.C' ou Vr.C":

— pais(C;(a’)) denomina {r(a’,a”), C(a”) : " € D'} U{r(d',xo), C(x0) : zo € D"};
— pais(C;(zg)) denomina {r(zg, da’),C(d’) : a’ € D'} U{r(xg,z1),C(z1) : 21 € D"}.

A primeira linha da Equagao (4.3) é referente a parte da rede Bayesiana proposicio-
nalizada sobre os individuos em (. Esses individuos se conectam aos outros individuos
do dominio através dos papéis P(r(a’,zg)) e P(r(xg,a’)): segunda linha da equagao. A
terceira linha da equacao refere-se aos individuos parametrizados, i.e. que estao fora de
() (individuos “genéricos” zp e x; ) e suas ligagdes. A Figura 4.2 apresenta a versao

shattered da terminologia 7; do Exemplo 3 para a consulta P(C (ag)).

O uso da rede shattered facilita bastante os cdlculos, uma vez que ela “agrupa’todos
os individuos do dominio que néao estao em ). Como a CRALC (ou uma rede Bayesiana
relacional) é estruturada por relagdes paramétricas, na instanciacao dos nds da rede pode-
se separar os nos em fatias, onde cada fatia contém as instanciacoes referentes a um
individuo. Na Figura 4.3 pode-se ver uma rede genérica instanciada para um dominio
com 3 individuos, com a separacao de suas fatias (uma para cada individuo). Como a
rede shattered agrupa os individuos parametrizados, a divisao da rede gera apenas M + 1
fatias: M fatias referentes aos individuos pertencentes a D’ (a fatia de a; contém todos
os n6s instanciados para C;(a;) : C; € C e para r;(aj,z) : 7, € R) e uma fatia é referente
aos individuos parametrizados (nés instanciados para os elementos genéricos x € D”) da
rede shattered. Para a consulta de P(C' (ag)) a rede shattered contém apenas duas fatias
(Figura 4.2), uma para ag (inico individuo presente na consulta) e uma para os elementos

parametrizados.

Apesar da rede shattered agrupar os individuos parametrizados, o calculo de nds

que contém restrigdes ainda precisa considerar todo o dominio. Nas Equagoes (4.4) e

(@0, a0) ) (rao, o) \rxo, ag) ) (o, 1))

Figura 4.2: Versao shattered da terminologia 77 para a consulta P(C' (ay)).
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(4.5) a seguir, vemos a forma algébrica da distribuicao de probabilidades para restrigdes

universais e existenciais.

P(Vr(z,y)C(y)|pais(Vr(z, y)C(y)))

I
/N
<C
=
8
NS
S~—
2
NS
S~—
~—
PR

I1 (1 —r(z,y) +r(x, y)C(y)>>
(1-vr@nCcw)

_|_
(1 1 —r(z,y) + r(x, y)C’(y))) ) (4.4)

)(1—H(1—my (y))>

yeD

1= 3z, y)C(y)) (H (1- r(x,y)C’(y))) (4.5)

yeD

P(3r(z,y)C(y)|pais(Ir(x,y)C(y)))

I
N N
gu

Esse calculo pode proporcionar problemas de escalabilidade. No pior caso, onde todos
os individuos fazem parte da consulta, a rede deve ser proposicionalizada por inteiro se

tornando um processo inviavel e requerendo métodos aproximados.

Assim, optou-se por aplicar a versao generalizada de Loopy Propagation de Yedidia,
Freeman e Weiss (2005), ao invés de utilizar a propagacao de crenga na rede proposiciona-
lizada, implementou-se o algoritmo para propagar mensagens na rede shattered. Os nos
de restri¢oes utilizam-se das Expressoes (4.4) e (4.5) para combinar mensagens vindas das
fatias de individuos instanciados e mensagens vindas da fatia que representa os individuos
parametrizados, criando assim uma versao em primeira-ordem do Loopy Propagation. Se
uma mensagem passa de um né parametrizado para um né com uma restri¢cao, eleva-se a
mensagem a poténcia igual ao niimero de individuos representados pelo né parametrizado,
no calculo das expressoes acima citadas. Esse é o principal ganho do algoritmo proposto;
note que nao é simplesmente o uso de Loopy Propagation em um grafo convenientemente
modificado, mas sim a propagacao de crengas em primeira ordem uma vez que as men-
sagens enviadas da parte parametrizada da rede sao replicadas nao sendo necesséria a

instanciacao de todos os individuos da terminologia.

As tnicas mensagens enviadas entre fatias sdo decorrentes dos nds de restrigao, que
sdo a unica conexao entre fatias distintas, sendo que P((Vr.C')(a;)) recebe uma mensagem

de cada C(ag) : ar € D’ e recebe N — M mensagens idénticas vindas de C(z).
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Exemplo 5 Considere novamente Ty do Exemplo 3, com a consulta P(C (ag)). O nd
(Vr.A)(ag) recebe mensagens das instanciagoes de A e de r, as propagando para o no
D(ap). O noé A(ag) envia uma tnica mensagem para (Vr.A)(ag) enquanto o né A(x)

envia N — 1 mensagens idénticas para (Vr.A)(ap). Assim, o cdlculo da Equagdo 4.4 fica

P((vr.A)(ao)) = (1= P(r)(1=P(A)))" (1= P(r)(1-P(A(ao)| B(ao)))-

Como resultado dessa divisao do grafo, dadas as mensagens recebidas em uma fatia, a
inferéncia de probabilidades dentro dela fica independente de todos os outros nds da rede.
Assim, pode se realizar o calculo de inferéncia exata dentro de cada fatia, restando apenas

a propagacao de mensagens entre fatias. A Figura 4.4 ilustra a troca de mensagens entre

fatias.

Considere a fatia do individuo a. O produto da multiplicagao de todas as distribuigoes

de probabilidades de seus nds, com excecao dos indicadores das restri¢oes universal e exis-

O O O O O O

rolel0,0) rolell, 1) role]0,2) role(1,00 rolell, 1) role]l,2)

ARG(ON e | b
d
(
C
auxH9,0) Lj/

0,1)

rolal2, 01 rolel2, 1) rolel2, 21

/

2,2)

auxFe,m auxF,

auxF(0,2) auxF(2,2)

Fah(Oy Fah( 1)

Figura 4.3: Fatias de uma rede instanciada para um dominio com 3 individuos.
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Figura 4.4: Inferéncia exata é utilizada dentro de fatia e os resultados sao propagados
para as demais.

tencial, é chamado de fator de a (f,). O grafo para a fatia de a é composto entdo pelo
fator f, e pelos fatores correspondentes as restri¢oes, junto com as varidveis associadas a
esses fatores. Denomina-se B, a rede Bayesiana com todos os nés usados em f,; os nos
de B, que nao sao instanciagoes do individuo a sao referenciados como nés exteriores.
Por exemplo, para uma restri¢ao (Vr.B)(a) em B,, os nés B(y) : y # a sdo nds exteri-
ores. Denomina-se por E, as variaveis em B, correspondentes as evidencias da consulta
(também chamadas de Abox). Adiciona-se ainda ao grafo instanciagoes para um individuo
auxiliar b € D' que é usado para o cédlculo das mensagens enviadas aos individuos nao

pertencentes a D’.

Com o grafo pronto, basta entao propagar as mensagens propostas por Yedidia, Free-
man e Weiss (2005, Egs. (4), (5)) até a convergéncia dos resultados. Essas mensagens sao
uma generalizagao do loop propagation. No loop propagation tradicional, cada né recebe
uma mensagem e a repassa para os nos vizinhos, sendo que o valor da mensagem ¢ igual a
probabilidade do n6 dadas as evidéncias que estao antes do proprio né no sentido de pro-
pagacao da mensagem. A generalizacao do loop propagation utiliza, ao invés da propria
probabilidade, uma funcao potencial chamada de energia livre, que permite assim nao s

a propagacao de mensagens entre variaveis, mas também entre conjuntos de variaveis.

Uma forma simples e eficiente de se calcular essas mensagens é com a utilizagao de
grafos de fatores (factor graphs), que sao grafos unidirecionais contendo nés circulares que
representam variaveis e nés quadrados que representam fatores de distribuicao conjunta
de probabilidades; sempre que um arco liga um né circular a um né quadrado temos
que a variavel do primeiro faz parte do dominio do segundo. Cada fator f;(X;) é uma

distribuicao de probabilidade condicionais, onde X; é o conjunto de funcoes de indicacao
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das variaveis instanciadas. Considerando novamente as fatias da rede shattered, para um

conceito A e com a € D' U {b}, as mensagens propagadas ficam na seguinte forma:

na@-r, (Al@) = ] mroaw(Ala)), (4.6)
1 € GA@)\f
My sa@(A@) = > fuXe) [] na@or, (A@), (4.7)

X \A(a) A@a) € G(f )\A(a)
onde G(-) denomina seus vizinhos no grafo.

Considere o célculo da mensagem my, , 4(q), enviada do fator f, para o né A(a). As
distribuigoes provenientes de noés exteriores sao: mensagem npg(,)—s, de um individuo
a;, ou mensagem npgp)—y, do individuo genérico b, ou uma mensagem parametrizada
NB(x)—f.- A Unica questao que fica é como computar as N — M mensagens np(y)—ys, de
uma sé vez, sem ter que computar cada uma delas. mas note que np()—y, ¢ exatamente
igual a np@)-y,, uma vez que qualquer x se comporta como b. Entao basta calcular a
mensagem de b e utilizar o resultado para os elementos restantes representados por z
(esse é o motivo da instanciagdo do individuo b separadamente dos individuos em z).
Assim, para uma restricao como (Vr.B)(a); precisa-se P(A,r(a,z) — B(x)), aproximado
por (1 — P(r(a,z)) (1 — npw—y))Y . Em resumo, a mensagem my, 4., ¢ o resultado
de inferéncia probabilistica em B, utilizando-se de valores especificos de probabilidades
para os nos exteriores; de fato, temos que my, ,a(,) ¢ proporcional a P(A(a),E,) em
B,. Similarmente, mensagens my, _,ap) € Mg, ap) Podem ser computadas pelo mesmo
principio. Da mesma forma, as mensagens n.4(,)—, s, podem ser interpretadas P(A(a), E,) x
I1f e na@y s, P(Es|A(a)), com seus termos computados em B,. Ou seja, as mensagens

podem ser computadas como inferéncia em redes Bayesianas apropriadas.

O algoritmo acima proposto foi implementado em um pacote de software, e uma série
de experimentos foi realizada com finalidade de testar seu desempenho em comparacao
com algoritmos consagrados na literatura. Detalhes sobre as caracteristicas e funciona-
lidades do software encontram-se no Capitulo 5 deste texto, enquanto que os resultados

dos testes sao apresentados no Capitulo 6.
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5 Implementacao

Foi implementado um pacote de software que, a partir de uma terminologia especifi-
cada em CRALC, cria a rede shattered, instancia as fatias relevantes e executa o algoritmo

de Loopy Propagation em primeira ordem proposto no capitulo anterior.

A linguagem de programacao utilizada para tal foi a linguagem Java versao 6 da Ora-
cle!. A escolha da Java foi feita por ser uma tecnologia multi-plataforma, nao requerendo
compilagoes especificas para os diferentes sistemas operacionais existentes, além de ser
uma tecnologia gratuita e bastante difundida. Como trata-se de um pacote com um algo-
ritmo de inferéncia probabilistica, poderia ser desejavel a utilizacao de uma linguagem de
melhor desempenho computacional como C/C++ ou ainda Matlab. Porém o desempenho
do algoritmo de primeira ordem é computacionalmente barato o suficiente para adotar-se

o Java, que da uma flexibilidade maior para o usuario em detrimento da performance.

O software dispoe de dois modos distintos de utilizacao, um através de uma interface
grafica, e outro através de prompt de linha de comando para execucao em lote. No modo
com interface grafica é exibida a tela do programa, que pode ser vista na Figura 5.1
enquanto que no modo de linha de comando, os resultados sao exibidos em texto na tela,
como visto na Figura 5.2, e salvos em um arquivo de saida. A escolha entre os dois modos
¢ realizada na chamada do programa, de acordo com parametros opcionais que podem ser
fornecidos. Por default, na auséncia de parametros, é carregada a interface grafica, mas

a escolha pode ser feita utilizando-se o parametro -gui:
[-gui {on|off}] ativa ou desativa a interface grafica.

No caso de escolha do modo de linha de comando, mais parametros devem ser infor-

mados:

!Disponivel em http://www.java.com.
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®00 :: teste2-resultados ::
File Name Export Settings
Terminology: Manager:
teste2.cralc ( Load ) ( Save ) | Domainsize: 5
;terminology T2 0 Set Variable:
(probability r(x,y) 0.3) ( set )
(probability A(x) 0.9) -/
(define-primitive-concept B(x) A(x)) — —
(conditional-probability B(x) A(x) 0.45) (_Load ) [ Save )
(define-concept D(x) (all r(x,y) Aly)) - N
(define-concept E(x) (some r(x,y) D(y)) Xf(;;able V:Lue
(define-concept C(x) (or B(x) E(x))) C(1) fqalsgy
r(0,1) true

el

Inference:

(" Compile Network ) ( RunInference ) ( SaveResults ) ( Clear Results )

Show: E‘Querry E‘ Evidences

2 Input file ::
teste2.cralc
:: Domain size ::

5
:: Evidences ::
A(0) query
C(1) false
r(0,1) true
2 Results =
A(0) 0.0 1.0

Status: Done

Figura 5.1: Interface grafica do pacote de software.

Reading input file "teste2.cralc"...
File successfully red
Compiling network
Reading evidence file...
ACO) query
c(1) false
r(0,1) true
Evidences succefully red
Generating slices
Running inference... please wait...
Inference took 32ms (17 iterations).
Results
AC0) 0.0 1.0
Exporting network: propositionalizing network to teste2-prop.bif
File successfully written
Done

Figura 5.2: Resultados na execucao em modo de linha de comando.
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[-1i input_file N] carrega a terminologia especificada num

arquivo de entrada e estabelece um dominio de tamanho ’N’.

Alem de informar a terminologia e dominio, no modo de linha de comando, deve
utilizar ao menos uma das duas opgoes a saber: i. exportar uma rede Bayesiana com a

proposicionalizagao da terminologia

[-p output_file] proposicionaliza a terminologia e a exporta

como uma rede Bayesiana.

ou ii. informar as varidaveis da consulta, as varidveis observadas, e um nome para os

arquivos dos resultados.

[-e query_file] carrega a lista com as varidveis da con-
sulta e com as variaveis observadas.

[-r name] salva os resultados da inferéncia no arquivo
’name.txt’ e salva cada fatia em um arquivo com nome se-

gundo o padrdo name_SliceN.bif.

Os parametros apresentados podem ser utilizados em qualquer ordem, e nao sé no
modo de linha de comando mas também na utilizacao com interface grafica. Na interface
grafica, caso os parametros nao sejam informados na chamada do programa, os campos da
interface sao exibidos sem nenhum preenchimento; caso contrario os campos sao exibidos
ja preenchidos; em ambos os casos o usudario fica livre para editar e alterar o contetdo dos
campos conforme desejado. A janela do programa é dividida em trés regides principais:

superior esquerda, superior direita e inferior; organizadas como visto a seguir.

A regiao superior esquerda contém um campo para a especificacdo da terminologia em
CRALC alem de botoes para salvar ou carregar a especificacio em um arquivo de texto,
como pode-se ver na Figura 5.3. Detalhes sobre o formato desse arquivo serao informados

mais a diante, no fim dessa secao.

A regiao superior direita contém um campo para definir o tamanho do dominio a
ser utilizado, um campo para adicionar uma variavel a lista de observacoes e consultas,
uma tabela contendo a lista de todas as variaveis observadas e todas as consultas, botoes
para salvar ou carregar a lista da tabela, e por fim duas caixas de selecao que permitem

filtrar a exibi¢do tanto das observagdes quanto das consultas. Para salvar/carregar a lista,
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Terminology:

teste2.cralc / Load \ ( Save \

;terminology T2 ﬂn
(probability r(x,y) 0.3)

(probability A(x) 0.9)
(define-primitive-concept B(x) A(x))
(conditional-probability B(x) A(x) 0.45)
(define-concept D(x) (all r(x,y) Aly)))
(define-concept E(x) (some r(x,y) D(y)))
(define-concept C(x) (or B(x) E(x)))

Figura 5.3: Especificagao da terminologia.

caso um arquivo nao tenha sido anteriormente indicado, aparecera uma caixa de dialogo
para a selecao do arquivo. Para incluir manualmente uma varidvel a lista, o nome da
variavel (conceitos ou papeis instanciados para individuos especificos do dominio, ou seja,
C(1), r(0,1), etc) deve ser adicionado pelo campo Set Variable; a varidvel aparecera na
lista porém nao estara atribuido a ela nenhum valor. Para atribuir um valor a variavel
(ou alterar o valor da mesma) deve-se clicar na linha da tabela correspondente a ela e
selecionar um valor dentre as opcoes que aparecerao: query a estabelece como variavel de
consulta, true observa a varidvel como verdadeiro, false observa a variavel como falso
e remove exclui a varidvel da lista. Na Figura 5.4(a) pode-se ver um exemplo onde esta

sendo associado o valor true para a varidvel C(1).

A regiao inferior contém os botoes a serem utilizados para executar a inferéncia e
dispoe de um campo para a exibicao dos resultados. O botao Compile Network gera as
fatias do modelo de acordo com as observagoes e consultas, exportando-as automatica-
mente como redes Bayesianas em arquivos .bif, enquanto que o botao Run Inference
executa a inferéncia e exibe os resultados, como pode ser visto na Figura 5.4(b). Indepen-
dentemente dos parametros utilizados na chamada do programa, no modo com interface
grafica os resultados nao sao automaticamente salvos (diferentemente do modo para linha
de comando). Para salvar os resultados, é necessario clicar no botao Save Results, que 0s
escrevera num arquivo com o nome fornecido para os resultados (parametro [-r name]).
Na auséncia de um nome, sera utilizado o nome Untitled; para facil referéncia, o nome

dos resultados aparece no titulo da janela da interface.

Por fim, a janela da interface gréfica ainda apresenta um campo de status na borda
inferior da janela, onde é exibido feedback das atividades em andamento. A janela conta
também com trés menus na borda superior da janela. O primeiro menu, File Name,

contém duas opgoes: Results permite definir e alterar o nome do arquivo onde serao salvos
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Set Variable: Inference:
(_ Set \ f Compile Network \ f Run Inference \ f Save Results \
( Load ) ( save ) - Input file ::
) ’ ” ’ teste2.cralc
Variable Value :: Domain size ::
Al0) true 5
A(1) ans .2 Evidences ::
C(0) query A(0) query
C(1) v true C(1) false
r(0,1) false r(0,1) true
remove 2 Results ::
A(0) 0.0 1.0
(a) Inclusdo de evidéncia e con- (b) Exibicao dos resultados.
sulta.

Figura 5.4: Consulta, evidéncia e resultado.

os resultados (assim como o nome dos arquivos com as fatias e o titulo da janela), enquanto
que Observations permite definir e alterar o nome do arquivo com a lista de observacoes e
consultas. O segundo menu, Export, contém apenas uma opg¢ao, para proposicionalizar a
terminologia carregada e salva-la como uma rede Bayesiana. E finalmente o terceiro menu,
Settings, apresenta opcoes de configuracao do programa: Verbose ativa a exibi¢ao de
informagoes adicionais sobre o andamento das tarefas no campo de resultados da janela;
File type permite escolher o formato a ser utilizado para exportar as fatias e para
exportar a rede proposicionalizada; e Inference permite escolher o método de inferéncia

a ser utilizado dentro das fatias.

Arquivos de entrada: A linguagem escolhida para representar uma terminologia
em CRALC segue a Description-Logic Knowledge Representation System Specification
(KRSS). A especificacao completa da KRSS encontra-se disponivel em http://dl.kr.
org/krss-spec.ps e embora seja uma especificacao completa para logicas de descricao,

a CRALC utiliza apenas um pequeno subconjunto da especificagao, listado abaixo.

(and C;...Cp) cin...nc,
(or C4...Cp) ciu...uc,
(not C) -C

(all r C) vr.C

(some r C) Ir.C
(define-concept C D) C=D

(define-primitive-concept C D) cCCD
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Note que em (define-concept C D) e em (define-primitive-concept C D), D
pode ser substituido por qualquer expressao tratavel pela CRALC, com uma excecao:
quantificadores devem ser definidos separadamente. Por exemplo, A C B LVr.C' deve ser

escrito como AC BU D com D = Vr.C
Inclusoes de probabilidade sao representadas por:

(probability B «) P(B) =«
(conditional-probability B A a) P(B|A) =«

e assim como no caso anterior, onde temos (conditional-probability B A «), A pode

ser substituido por qualquer expressao tratavel pela CRALC, salvo a excegao ja descrita.

Quebras de linha, espacos e tabulagoes podem ser utilizados para formatar o arquivo
e comentarios podem ser adicionados caracterizados por ‘;;’. Abaixo pode-se ver um

exemplo de um arquivo valido.

;5 This is a valid input file
(probability A(x) 0.7)
(probability B(x) 0.4)
(define-concept C(x)

(and
A(x) ;; note that comments can be

(not B(x) ) ;; used in the middle of sentences.

Os arquivos contendo as variaveis da consulta e as observagoes sao ainda mais simples.
Cada linha deve conter o nome da variavel seguido do valor atribuido ao mesmo (query,

true e false). Comentdrios sdo permitidos, no mesmo formato ja descrito.

;3 This is a valid file
ACD query
B(0) true

r(0,1) false
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6 FExperimentos

Neste capitulo serao mostrados alguns experimentos realizados para testar o desem-
penho do algoritmo proposto, testar a expressividade da CRALC assim como a facilidade
de se adicionar extensoes a mesma. Todos os testes foram realizados em um computador
com processador Intel Core 2 Duo 2.0GHz e 2GB de memdria RAM rodando sistema

operacional Linux Ubuntu.

Sempre que relevantes, foram realizados testes comparativos com outros algoritmos
de inferéncia ja consagrados como os disponiveis nos pacotes SAMIAM! e ACE? (para
realizar inferéncia exata), e no pacote 2UBayes® (para realizar inferéncia aproximada
com Loop Belief Propagation). Nestes testes foram observados nao s6 o valor inferido,
como também o tempo gasto no calculo da inferéncia. Foram considerados apenas os
tempos da inferéncia propriamente dita, sendo desprezados os tempos necessarios para o

carregamento dos modelos na memoria do computador.

As sessoes abaixo apresentam detalhes em especifico dos testes realizados.

6.1 Terminologia de Teste

Primeiramente considere a terminologia apresentada no Exemplo 3. Apesar de sim-
ples, ela contém todos os elementos considerados pela CRALC e vale como um primeiro

teste embora a terminologia em si nao tenha nenhum significado pratico.

Novamente, temos P(A) = 0.9, BC A, P(B|A) =045, D =Vr.A, C = BU3r.D
e P(r) = 0.3. Como teste, consideremos a inferéncia sobre P(C'(0)). A terminologia
foi instanciada para diversos dominios de tamanhos crescentes e as inferéncias foram

realizadas até onde foi possivel com os recursos computacionais.

ldisponivel em http://reasoning.cs.ucla.edu/samiam/index.php
2disponivel http://reasoning.cs.ucla.edu/ace/
3disponivel em http://www.pmr.poli.usp.br/1td/Software/2UBayes/2UBayes.html
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Os dominios foram incrementados de 1 elemento até se chegar em 10; de 10 a 100, os
incrementos foram de 10 elementos; e de 100 a 500 foram utilizados incrementos de 100.
Foi realizada entao a inferéncia de P(C (0)). A Tabela 6.1 mostra os resultados obtidos
com o algoritmo proposto em comparagao com os resultados de inferéncia exata do ACE

e inferéncia de Loop Belief Propagation do 2UBayes.

Tabela 6.1: Resultado da inferéncia P(C'(0)) em 7; para um dominio com N individuos.

N |1 5 9 20 50 200 500 |
Exata [ 0.5535 0.8445 0.9210 — — —
LBP 0.5781 0.8558 0.9421 0.9831 09798 —

Proposta | 0.5335 0.8445 0.9285 0.9774 0.9739 0.4723 0.4050

A inferéncia exata foi possivel até a rede instanciada para o dominio com 9 elementos.
A inferéncia aproximada por LBP foi possivel até a rede instanciada para 50 elementos.
A versao em primeira ordem, foi realizada para todas as redes instanciadas, sendo que de
300 em diante, foi obtido sempre o mesmo resultado, P(C (0)) = 0.4050, que ¢ o resultado
tedrico previsto para para N = oo (COZMAN; POLASTRO, 2008).

Note que seria um engano tomar o resultado obtido com 50 individuos (méximo
possivel com o LBP) como aproximagao de um dominio infinito. A varia¢ao do resultado
pode parecer suspeita ja que primeiramente o valor inferido aumenta junto com o tamanho
do dominio para depois cair abruptamente. Essa variacao acontece uma vez que C' é
definido a partir do quantificador 3r.D e D é definido a partir do quantificador Vr.A.
A probabilidade do 3 tende a 1 para termos de probabilidade nao nula, enquanto que
a probabilidade do V tende a zero a nao ser que todos os termos tenham probabilidade
1. Assim, para a terminologia em questao, com o aumento do numero de individuos
no dominio P(3r.D) se aproxima de 1, elevando P(C (0)) até que P(Vr.A) caia para
zero (ou muito préximo de zero), levando consigo a probabilidade do 3r.D para zero
também, fazendo com que P(C (0)) diminua. Na Tabela 6.2 pode-se ver a variacao de
P(3r(0,y).D(y)) e P(¥Vr(0,y).A(y)) de acordo com o tamanho do dominio. A partir do
dominio de tamanho 327, a probabilidade dos quantificadores chegou a zero, fazendo com

que a inferéncia tivesse o mesmo valor esperado para um dominio infinito.

Para encerrar, temos na Tabela 6.3 o tempo dispendido pelos algoritmos para se chegar
nas solugoes apresentadas na Tabela 6.1. Note que os resultados de inferéncia exata e de

inferéncia aproximada crescem exponencialmente com o tamanho do dominio, uma vez que
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Tabela 6.2: Variacao das probabilidade dos quantificadores com a mudanca do dominio.

N 01 05 09 15 20 30 10 50
Py | Exata | 09700 0857 07602 — — — —
Proposta | 0.9700 0.8587 0.7602 0.6332 0.5438 0.4010 0.2058 0.2181
pGrp) | Bxata | 02700 07610 08774 — — — —
Proposta | 0.2700 0.7448 0.8823 0.9455 0.9625 0.9713 0.9678 0.9563
N 60 70 80 90 100 200 327 500
p(vr.A) | Exata — - - " - - - -
Proposta | 0.1668 0.1186 0.0875 0.0645 0.0475 0.0022 0.0000 0.0000
P(3r.D) | Zxata — — — — - . — —
Proposta | 0.9361 0.9046 0.8614 0.8050 0.7352 0.1132 0.0000 0.0000

a rede instanciada também cresce exponencialmente com o mesmo: um papel 7(z, y) acaba
gerando N? nés na rede e os quantificadores Vr(z,y).A(y) e Ir(z,y).A(y) também geram
N? nés, além de alguns nés auxiliares, para combinar todos os individuos do dominio.
Ja o algoritmo aqui proposto mostrou um desempenho invariante com o tamanho do
dominio; como a rede é dividida em fatias e as fatias nao observadas sao computados
apenas uma vez tendo suas informagoes replicadas, o desempenho do algoritmo proposto
depende apenas do nimero de individuos observados, e nao do nimero total de individuos

do dominio.

Tabela 6.3: Tempo (ms) demandado para realizar a inferéncia em 7; para um dominio
com N individuos.

N (15 9 20 50 200 500 |
Exata 1 32 1.361 — — —_
LBP 25 1.161 3.518 48.635 5.420.497 — —
Proposta | 32 30 30 31 29 29 30

Considerando-se o pior caso, onde todos os elementos do dominio sao observados, o
algoritmo s6 propaga mensagem entre as fatias, e nao entre todos os nés da rede, como
o LBP. Por exemplo, para um dominio com 10 individuos, com todos eles observados, o
algoritmo propaga informacao entre 10 fatias, enquanto que o LBP propaga informagao
entre todos os nos da rede, no caso 539 nés. Na Tabela 6.4 podemos ver um segundo
teste, no mesmo padrao do primeiro, porém com uma observacao para cada individuo do
dominio. A tabela mostra o tempo necesséario para realizar o calculo da inferéncia, assim

como numero de iteragoes que foram necessarias.
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Tabela 6.4: Tempo (ms) e niumero de iteragoes demandado para realizar a inferéncia em
71 para um dominio com N individuos, com uma observacao para cada individuo.

| N 15 9 20 50 200 500 |

LBP tempo 29 1.022 3.618 48981 5.392.119 — —
iteracoes | 4 13 17 31 91 — —

Proposta tempo~ 28 438 709  3.025 24.404  1.086.459 18.493.955
iteragoes | 1 3 3 3 3 3 3

6.2 Ontologia Kangaroo

Um segundo experimento foi realizado, nos mesmos moldes do primeiro experimento.
Dessa vez a terminologia foi adaptada de uma ontologia de um arquivo de exemplo
do sistema CEL* disponivel em http://lat.inf.tu-dresden.de/~meng/ontologies/
kangaroo.cl no qual sao representados humanos e cangurus, assim como relagoes pai-

filho diferenciadas para ambos casos.

Novamente, a preocupagao maior é devida a definigbes como:
Father = Human M VhasChild.Human,

que, ao se proposicionalizar nos algoritmos tradicionais, gera na melhor hipétese uma rede
proporcional a |D|?; ou seja, quadratica em relacao ao tamanho do dominio. Esse tamanho
depende da representacao das distribuicoes de probabilidade. Em teoria, um né com um
quantificador tem tamanho exponencial 27!, tratando-se de varidveis bindrias, ja que
todos os individuos do dominio aparecem como pai do quantificador. Na pratica, pode-se
quebrar um quantificador segundo uma série de nds auxiliares combinados dois a dois,
assim cada quantificador é contado como complexidade linear, porém, pela quantidade de

nos da rede, mantém-se o problema de ordem quadratica.
A terminologia completa é definida por:
P(Animal) = 0.9,

P(Rational) = 0.6,
P(hasChild) = 0.3,

4CEL é um classificador para a légica de descricio ££+ com desempenho em tempo polinomial,
disponivel em http://lat.inf.tu-dresden.de/systems/cel/.
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Human = Animal M Rational,
Beast = Animal " —Rational,
Kangaroo C Beast,
P(Kangaroo|Beast) = 0.4,

Parent

Human M JhasChild.Human,

MaternityKangaroo

Kangaroo M dhasChild.Kangaroo.

Assim como no primeiro experimento, a terminologia foi instanciada para diversos
dominios de tamanhos crescentes e as inferéncias foram realizadas até onde foi possivel
com os recursos computacionais. Os dominios foram incrementados de 1 elemento até
se chegar em 10; de 10 a 100, os incrementos foram de 10 elementos; e de 100 a 500
foram utilizados incrementos de 100. Foi realizada entao a inferéncia de P(Parent (0)).
A Tabela 6.5 mostra os resultados obtidos com o algoritmo proposto em comparagao com

os resultados de inferéncia exata do ACE e inferéncia de Loop Belief Propagation do
2UBayes.

Tabela 6.5: Resultado da inferéncia P(Parent (0)) na Kangaroo para um dominio com
N individuos.

N [ 1 5 9 20 50 200 500 |
Exata | 0.1620 0.3536 0.4481 — =
LBP 0.0875 0.3196 04299 05243 05392 —

Proposta | 0.1620 0.3536 0.4481 0.5268 0.5399 5400 0.5400

A inferéncia exata foi possivel até a rede instanciada para o dominio com 9 elementos.
A inferéncia aproximada por LBP foi possivel até a rede instanciada para 40 elementos.
A versao em primeira ordem, foi realizada para todas as redes instanciadas, sendo que
de 200 em diante, foi obtido sempre o mesmo resultado, P(Parent (0)) = 0.5400. Na
Tabela 6.6 encontra-se o tempo dispendido pelos algoritmos para se chegar nas solugoes

apresentadas na Tabela 6.5.

Novamente, note que os resultados de inferéncia exata e de inferéncia aproximada
crescem exponencialmente com o tamanho do dominio, enquanto que o algoritmo aqui
proposto mostrou um desempenho invariante com o tamanho do dominio, dependendo

apenas da quantidade de individuos observados.

Assim como visto no experimento anterior, considerando o pior caso onde todos os
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Tabela 6.6: Tempo (ms) demandado para realizar a inferéncia na Kangaroo para um
dominio com N individuos.

N 1 5 9 20 50 200 500
Exata 129 271 — — —
LBP 100 976 2.831 24.787 2.952.332 — —
Proposta | 32 32 34 31 36 32 30

individuos sao observados, as mensagens s6 sao propagadas entre as fatias em vez de serem
propagadas entre todos os nés. Para um dominio com 10 individuos a rede instanciada
apresenta 569 nds. Na Tabela 6.7 podemos ver um segundo teste, no mesmo padrao do
primeiro, porém com uma observacao para cada individuo do dominio. A tabela mostra
o tempo necessario para realizar o calculo da inferéncia, assim como numero de iteragoes

que foram necessarias.

Tabela 6.7: Tempo (ms) e nimero de iteragoes demandado para realizar a inferéncia na
Kangaroo para um dominio com /N individuos, com uma observacao para cada individuo.

| N (1 5 9 20 50 200 500 |

LBP tempo 95 961 2.797 24.824 2.921.355 — —
iteragoes | 7 9 12 16 47 — —

Proposta tempo 27 178 377 2.374 18.202  695.853 11.284.516
iteragoes | 1 3 3 3 3 3 3

6.3 Ontologia Wine e Utilizacao de Nominais

O terceiro experimento realizado, diferente dos anteriores, nao tem como intuito ava-

liar o desempenho do algoritmo de inferéncia, mas sim a expressividade da 1égica CRALC.

Légicas de descricao tradicionais e probabilisticas tem sido bastante empregadas na
comunidade de Web Semantica, que tenta atribuir significado aos dados de uma rede de
informagoes de forma a tornar o sentido perceptivel tanto para humanos quanto para
maquinas. Nessa comunidade é frequente a utilizagao de elementos chamados nominais,

que podem ser usados para:
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i. defini¢ao de conceitos (ou atributos) através da denominagao dos individuos que cons-

tituem os mesmos, em sentencas como
WineColor = {Red, White, Rose},

onde Red, White e Rose sao os nominais que especificam o conceito WineColor.

ii. estabelecer o dominio de papéis em restrigoes logicas, em expressoes como
JhasColor.{Red},

onde o nominal Red especifica o que a restricao considera o papel hasColor apenas

quando for instanciado para o individuo que representa a cor vermelha.

A utilizacdo desses nominais aumenta a expressividade das logicas, porém, a um custo
de processamento muito elevado mesmo para logicas de descricao consagradas, podendo

impossibilitar a inferéncia nas mesmas.

Assim, nesta se¢ao serao representados nominais de forma limitada, permitindo apenas
o uso de nominais de acordo com o segundo caso citado acima, de forma a possibilitar a

utilizagao de sentencas logicas do tipo

P(Merlot(a)|3hasColor.{Red}) = «.

Essa sentenca se refere a probabilidade de um determinado vinho ser um Merlot dado que
sua cor é vermelha. Para um papel 7 e um nominal {a} a semantica aqui utilizada para

uma restri¢ao existencial Ir.{a} é definida por
Fy:r(zy) Ay =a),

e a semantica para a restri¢ao universal Vr.{a} ¢ definida por
Yy :r(z,y) — (y =a).

Em restri¢oes que contenham mais de um nominal, como em r.{a, b, ¢}, a restri¢ao consi-

dera a disjuncao das atribuicoes para a, b e c.

Quando utilizados nos papéis, os nominais restringem subconjuntos do dominio: se
um papel temPropriedade(z, y) indica que o individuo x tem uma propriedade especifica de

valor y, entao temos que x deve ser um individuo que representa o objeto sendo descrito
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e y deve ser o individuo que representa o nominal que descreve a propriedade indicada

pelo papel. Por exemplo, JhasColor.{Red} ¢ interpretado por

Jy € D : hasColor (x,y) A (y = red),

onde D é o dominio que contém os elementos sendo descritos e y mapeia todos os nominais
que representam cores. Entretanto, a légica CRALC (ou ainda a légica ALC) nao permite
o uso de nominais, uma vez que nao se pode ter individuos na definicao de conceitos.
CRALC também nao prevé o uso de varidveis tipadas, o que resultaria em uma rede
instanciada para um dominio com todos os individuos e nominais. Porém, como ja foi

visto, dominios muito grandes levam a problemas de recursos computacionais.

’

E necessaria uma forma de se instanciar apenas a parte relevante aos nominais e aos
individuos descritos. Para tanto, foi criado um conceito para cada possivel instanciacao
de um papel e seus respectivos nominais de forma a substituir a expressao hasColor.{Red}
por um novo conceito HasColorRed(x) instanciado normalmente com o dominio contendo

apenas os individuos a serem descritos pela terminologia.

Frequentemente nominais sao definidos como mutualmente exclusivos. Embora CRALC
nao tenha nenhum construtor para isso, o problema pode ser facilmente resolvido pela
inclusao de um no probabilistico que tenha os nés exclusivos como pais, e uma tabela de
probabilidades condicionais que represente o operador 1égico OU Ezclusivo. Este né deve

ser observado como verdadeiro de forma a estabelecer a dependéncia entre seus pais.

Para ilustrar a questao foi utilizado um trecho da ontologia Wine que faz uso extenso
dos nominais para descrever diferentes tipos de vinho e suas propriedades. E uma onto-
logia bem conhecida da literatura de l6gicas de descricao, extraida de um arquivo OWL®

A ontologia é bastante extensa, portanto sera apresentado somente uma parte da mesma.

Iniciamos estabelecendo a probabilidade a priori de um individuo do dominio ser um
vinho. O valor dessa probabilidade nao influencia no resultado ja que representaremos
apenas vinhos e consequentemente os nos referentes a esse conceito sempre estarao obser-

vados.

P(Wine)=0.9.

Segue-se com os conceitos criados para os nominais que representam o tipo de uva

do qual o vinho ¢ feito relacionado pelo papel madeFrom(x,y) que associa o vinho a uva.

Sdisponivel no repositério do Temporal Knowledge Base Group from Universitat Jaume I,
http://krono.act.uji.es/Links/ontologies/wine.owl/view .



6.3 Ontologia Wine e Utilizacao de Nominais 59

Note que o intuito do experimento é sobre a légica em questao e nao sobre a representacao
de vinhos. Assim, adotou-se uma distribuicao uniforme entre os possiveis tipos de uva,

ao invés de se obter as probabilidades de acordo com a produgao mundial de vinhos.

P(MadeFromCabernetFrancGrape) = 0.06,

P(MadeFromCabernetSauvignonGrape) = 0.06,
P(MadeFromChardonnayGrape

P(MadeFromCheninBlancGrape

= 0.06,
= 0.06,
P(MadeFromGamayGrape
P(MadeFromMalbecGrape

= 0.06,
= 0.06,
P(MadeFromMerlotGrape) = 0.06,
P(MadeFromPetiteVerdotGrape) = 0.06,
P(MadeFromPinotBlancGrape) = 0.06,
P(MadeFromPinotNoirGrape) = 0.06,
P(MadeFromRieslingGrape) = 0.06,
P(MadeFromSangioveseGrape) = 0.06,
P(MadeFromSauvignonBlancGrape) = 0.06,
P(MadeFromSemillonGrape

P(MadeFromZinfandelGrape

)

)

)

)

)

)

)
P(MadeFromPetiteSyrahGrape) = 0.06,

)

)

)

)

)

)

) = 0.06,

)

= 0.06.

De forma analoga foram criados conceitos para os nominais que representam a regiao
onde o vinho foi produzido, e o papel locatedIn(z,y) que associa o vinho a regidao. In-
clusao de conceitos e probabilidades condicionais foram utilizadas para melhor representar
o agrupamento das regides. Novamente, foram utilizadas distribui¢oes uniformes de pro-

babilidade sempre que possivel.

P(LocatedInAustralianRegion) = 0.15,

P(LocatedInFrenchRegion) = 0.15,
P(LocatedlInltalianRegion) = 0.15,

)

)
P(LocatedInGermanyRegion) = 0.15,

)

) = 0.15,

P(LocatedInNewZealandRegion



6.3 Ontologia Wine e Utilizacao de Nominais

60

P(LocatedInPortugalRegion)
P(LocatedInUSRegion)

LocatedInAlsaceRegion
P(LocatedInAlsaceRegion | LocatedInFrenchRegion)
LocatedInBordeauxRegion

P(LocatedInBordeauxRegion | LocatedInFrenchRegion)

LocatedInStEmilionRegion

P(LocatedInStEmilionRegion | LocatedInBordeauxRegion)

= 0.15,
= 0.15.

C LocatedInFrenchRegion,
= 0.20,
C LocatedInFrenchRegion,

= 0.20,

LocatedInBordeauxRegion,

= 0.33.

Também foram criados conceitos para representar os nominais referentes a cor, sabor,

corpo e teor de agucar do vinho:

P(HasWineColorRed) =
P(HasWineColorRose) =
P(HasWineColorWhite) =

P(HasWineBodyLight) =
P(HasWineBodyMedium) =
P(HasWineBodyFull) =

P(HasWineFlavourDelicate) =
P(HasWineFlavourModerate) =
P(HasWineFlavourStrong) =

P(HasWineSugarDry) =
P(HasWineOffDry) =
P(HasWineSweet) =

0.33,
0.33,
0.33.

0.33,
0.33,
0.33.

0.33,
0.33,
0.33.

0.33,
0.33,
0.33.

Por fim, sao apresentados os construtores usados para definir os diversos tipos de vinho

de acordo com suas caracteristicas. E uma ontologia bastante extensa e, por isso, sera
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apresentada apenas uma fracao da mesma. Para uma versao completa da ontologia,

consulte o Apéndice A que apresenta o conteudo do arquivo KRSS com a ontologia.

RedWine = Wine M HasWineColorRed;

LateHarvest Wine

M (HasWineFlavourModerate LI HasWineFlavourStrong)
MHasWineSugarSweet;

DessertWine Wine

M (HasWineSugarOffDry LI HasWineSugarSweet) ;

lceWine DessertWine

MLateHarvest

MHasWineColorWhite

M (HasWineBodyMedium LI HasWineBodyFull)

M (HasWineFlavourModerate LI HasWineFlavourStrong) ;
RedWine

MHasWineBodyFull

Port

MHasWineFlavourStrong
MHasWineSugarSweet

MLocatedInPortugalRegion;

Merlot = Wine
MMadeFromMerlotGrape
M (HasWineBodyLight LI HasWineBodyMedium)
MHasWineColorRed
M (HasWineFlavourModerate LI HasWineFlavourDelicate)

MHasWineSugarDry.

Essa representacao dos nominais acarreta em uma consequéncia de grande vantagem
pratica: os nominais nao criam ligagoes entre individuos diferentes do dominio, ou seja,
todos os conceitos gerados a partir de nominais para o individuo a; sao pertencentes a fatia

de a;. E como a ontologia nao apresenta nenhuma restricao ligando diferentes individuos
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do dominio (ja que a classificagdo do vinho depende apenas de seus atributos, e ndo dos
atributos dos vinhos vizinhos), a instanciacdo da ontologia gera uma rede Bayesiana com
varios pedacos desconexos, de tamanho fixo, onde cada pedago representa a instanciacao
de um vinho. Do ponto de vista de inferéncia, uma rede com N vinhos é equivalente a
N redes com 1 vinho cada, eliminando qualquer preocupacao quanto a escalabilidade do

modelo e desempenho do algoritmo de inferéncia.

Foram feitos alguns conjuntos de observacoes sobre as propriedades dos vinhos sobre
os quais foi realizada inferéncia exata para se obter P(Merlot | evidencias). Alguns resul-
tados podem ser vistos na Tabela 6.8. Pode-se ver que a solucao utilizada é viavel para a
representacao de nominais e para a realizacao de inferéncia sobre os mesmos, tarefa que

geralmente tem um custo computacional muito elevado em outras logicas de descrigao.

Tabela 6.8: Inferéncia realizada para 3 individuos distintos.

Observagoes
HasWineBodyMedium(a) HasWineBodyMedium(b) HasWineSugarSweet(c)
HasWineColorRed(a) HasWineColorRed(b) MadeFromMerlotGrape(c)
HasWineFlavourModerate(a) | HasWineFlavourModerate(b)
HasWineSugarDry(a) HasWineSugarDry(b)
MadeFromMerlotGrape(a)
Inferéncia
P(Merlot(a) | E(a)) =1.0 | P(Merlot(b) | E(b)) = 0.5 | P(Merlot(c) | E(c)) = 0.0
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7 Aplicacoes

Neste capitulo sao apresentadas aplicagoes praticas da légica proposta e do algoritmo
de inferéncia. Foram feitas duas aplicagoes na area de robdtica movel: a primeira aplicacao
envolve a extragao de contexto, no qual é feita a representacao de possiveis ambientes onde
um robo pode se encontrar, e entao é inferido em qual ambiente ele estd com base nos
objetos contidos no mesmo; a segunda aplicagao utiliza as informacoes do contexto do

robo para a melhoria de técnicas de mapeamento e criacao de mapas semanticos.

7.1 Extracao de Contexto em Robdtica Médvel

Como primeira aplicagao pratica aborda-se o problema de extracao de contexto em
robotica mével onde um conjunto de objetos é detectado por sensores do robo e deseja-
se agrupar os objetos em descrigoes conceituais de alto nivel. Por exemplo, um local
contendo “cadeiras”, “refrigerador” e “forno” deve ser rotulado como “cozinha”. Este
rotulo é dito contexto do robo. Métodos atuais de robodtica computacional sao capazes
de detectar e classificar objetos presentes em imagens capturadas por cameras. O intuito
aqui é: ao reconhecer um conjunto de objetos, deseja-se saber se o robo encontra-se em

um laboratério, estacionamento ou outro ambiente definido.

O desafio aqui é decorrente da incerteza comumente associada a descricao dos contex-
tos (ambientes): duas instancias do mesmo rétulo, na maioria das vezes, sdo diferentes
entre si, i.e. dois escritérios diferentes contém cadeiras e mesas mas a quantidade desses
objetos é unica para cada um deles; além de que um deles pode conter uma maquina de
café e o outro nao. Em um caso mais extremo, dois parques podem ser completamente
diferentes em questao de vegetacao e podem ter atributos exclusivos, mas mesmo assim
precisam ser rotulados por um conceito inico “parque”. Essas incertezas tornam natural o
uso de uma légica de descri¢ao probabilistica. Embora algumas probabilidades possam ser
facilmente obtidas — a probabilidade de um parque conter um pinheiro pode ser estimada

por sua frequéncia relativa — a maioria das probabilidades envolvidas nao sao simples de
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se obter. Considere a probabilidade de um papel r que represente que dois objetos do
ambiente sao relacionados: pode parecer 6bvio que uma cadeira estd relacionada a uma
mesa em um escritério, mas a mesma cadeira nao é relacionada a outras cadeiras. Como
nao ha nenhuma informacao a priori sobre quais objetos serao identificados pelo robo,
a probabilidade de r nao pode ser definida e deve ser mantida como uma probabilidade
imprecisa no intervalo [0,1]. Para lidar com essas probabilidades imprecisas, foi usado o
algoritmo de inferéncia L2U, do pacote 2UBayes, que implementa loopy propagation para
redes credais, i.e. redes Bayesianas com probabilidades imprecisas. Por motivos praticos
o intervalo [0.25, 0.75] foi adotado ao invés de [0,1] pois como serd visto a seguir, a on-
tologia modelada sé utiliza definicao e inclusao de conceitos e, portanto, caso o intervalo

[0,1] tivesse sido utilizado todas as inferéncias realizadas retornariam o resultado [0,1].

Para caracterizar o contexto do rob6 com a informacao dos objetos, foi montada uma

ontologia como especificado a seguir.

Considere Cy o conjunto de todos os conceitos que representam um tipo de objeto
a ser identificado pelo robo, como Chair, Table, Car, Tree e assim por diante. Como
nao ha informacao a priori sobre os objetos que serao encontrados, as probabilidade de

todos esses conceitos sao desconhecidas e mantidas livres, como P(C) € [0.25,0.75] para

C € Cy.

Um papel contains(x,y) expressa relagao entre instancias de conceitos, representando
que dois objetos x e y estao relacionados. Mais uma vez nao ha informagao a priori,
P(contains(z,y)) € [0.25,0.75].

Novos conceitos sao definidos com base nos ja apresentados, de forma a facilitar a

descricao dos ambientes, como por exemplo

Desk = Table A\ Jcontains.Chair.

Mais conceitos sao adicionados para agrupar tipos de objetos (IndoorObjects, HomeObjects,

Plants) e inclusao de conceitos é utilizada para estabelecer uma hierarquia entre eles:

Bed © HomeObjects,
HomeObjects C IndoorObjects,

Tree C Plants.
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Note que para dois conceitos C' e D com C' C D temos que P(C|-D) = 0e P(C|D) €
[0, 1].

Por fim, conceitos sao criados para cada possivel ambiente como Of fice, Kitchen e
Park e sao descritos pela combinagao de seus conceitos caracteristicos, como pode ser

visto abaixo:

Office = dcontains.Desk
M deontains.Computer
M —dcontains.HomeObjects

M —decontains.OutdoorObjects.

Note que os contextos foram descritos por definigdo de conceitos (=). Em exemplos
nao deterministicos, ainda seria possivel a representacao do contexto pelo uso e probabi-

lidades condicionais na forma

P(Rétulo | Iecontains.Objetol M. ..M —=3contains.ObjetoN) = 0.8.

A ontologia inteira é muito extensa e nao sera apresentada aqui. Para uma versao
completa da mesma, consulte o Apéndice B que apresenta o conteido do arquivo KRSS

com a ontologia.

Depois de definida a ontologia, uma série de imagens foram capturadas por um robo
movel em alguns ambientes distintos. Utilizando-se de uma algoritmo SIFT (LOWE,
2004) foram identificados os objetos presentes no ambiente. Apesar de haver algoritmos
mais robustos que o SIF'T, os resultados apresentados pelo mesmo foram satisfatorios, uma
vez que o estudo aqui é sobre o raciocinio sobre os objetos identificados e nao sobre a identi-
ficagao destes. Foi entdo instanciada uma rede credal (rede Bayesiana com probabilidades
imprecisas) onde foram observados os objetos identificados no SIFT. Para essas redes fo-
ram feitas a inferéncia das probabilidades de cada rétulo, ou seja P(Of fice|evidéncias),
P(Dormitory|evidéncias), etc. Também foi instanciado um individuo extra (a;) na rede,
que nao foi observado, com o intuito de representar objetos nao reconhecidos pelo sistema
de visao; foi calculada para este individuo, as probabilidades de todos os objetos represen-
tados pela terminologia, assim, P(a; = tree) representa a probabilidade de se encontrar

uma arvore no ambiente. Abaixo vemos dois dos testes realizados.
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Teste 1 — Em um escritorio.

Evidéncias (Objetos identificados pela camera):

E = {3 mesas, 3 cadeiras, 2 computadores}

Algumas das probabilidades inferidas:

P(Office|E) = 10.53,0.87]
P(Kitchen|E) = 1[0.07,0.39]
P(Park|E) = [0.03,0.21]
P(a; = chair|E) = 1[0.36,0.82]
P(a; =tree|E) = [0.01,0.49]

Teste 2 — Em um parque.

Evidéncias (Objetos identificados pela camera):

E = {3 arbustos, 1 gramado, 1 cadeira.'}

Algumas das probabilidades inferidas:

P(Park|E) = [0.61,0.94]
P(Desert|E) = [0.10,0.43]
P(Office|E) = 10.06,0.29]

P(aj =tree|E) = 10.18,0.73]
P(aj = computer|E) = [0.01,0.47]

Apesar da complexidade do problema, os resultados obtidos foram bastante satis-
fatorios. Em todos os testes, foi instanciada a rede com um objeto a mais do que os

identificados. Esse objeto adicional representa os objetos que podem ter passado desper-

1Um banco classificado como cadeira, j& que nio hé a distin¢do dos dois na ontologia.
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cebido pelos sensores do robo ou pelo SIFT, e flexibiliza o resultado das inferéncias, uma
vez que ele pode representar qualquer objeto possivel de ser identificado. Um tinico ob-
jeto adicional é suficiente ja que os conceitos que representam os tipos de objetos nao sao
exclusivos, de forma que todos podem ser observados como verdadeiro simultaneamente,

e nao ha nenhuma restricao de cardinalidade.

Esse né adicional também permite que seja calculada a probabilidade de cada tipo de
objeto para um novo objeto a ser eventualmente encontrado no dominio, bastando para
isso realizar a inferéncia de que esse objeto desconhecido seja uma cadeira, arvore, e assim

por diante.

Uma alternativa para melhorar ainda mais o desempenho dessa ontologia seria utilizar
uma estimativa inicial mais precisa da probabilidade de cada objeto. Uma mudanca
mais promissora seria modificar a probabilidade do papel que diz que dois objetos sao
relacionados: se o intervalo da probabilidade fosse correlacionado com a distancia entre

eles, possivelmente os resultados seriam ainda mais precisos.

Os resultados desta aplicacao serviram como preparagao para a aplicacao descrita na
secao a seguir. Aqui apenas nos preocupamos em obter os rétulos para os ambientes,

enquanto que na proxima secao, utilizamos esses rotulos para auxiliar outra tarefa.

7.2 Roétulos e Mapeamento Semantico

Inspirado na primeira aplicagao foi feita uma segunda ainda na area de robotica mével,
agora nao apenas para extrair o contexto do robo mas sim utilizar essa informacao para
melhorar uma tarefa de mapeamento. Aplicamos aqui uma ontologia semelhante a utili-
zada na Secao 7.1 com o intuito de melhorar o desempenho de técnicas de mapeamento
e facilitar a criagdo de mapas anotados ou ainda mapas semanticos, inspirado no traba-
lho de (HERTZBERG; SAFFIOTTI, 2008; ANGUELOV et al., 2005; GALINDO et al.,
2008).

O desafio aqui ¢ fazer o mapeamento tridimensional de uma area, separando dados
de diferentes ambientes, de forma a criar um mapa com as anotacoes de rétulo de cada
ambiente e também informagoes topoldgicas do mesmo. Por exemplo, quais ambientes
estao ligados permitindo acesso direto de um ao outro. Além desse ganho semantico, o fato
de poder dividir o mapa em pequenas partes deve ainda diminuir o custo computacional
do mapeamento uma vez que pode-se computar cada parte separadamente, ao invés de

tratar todos os dados de uma vez sé.
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Para tanto, percorre-se a area a ser mapeada com um robo que vai coletando imagens
do local, dados de odometria e de um sensor laser. Tradicionalmente, utilizam-se todos
os dados da odometria e laser em um algoritmo de SLAM. Ao invés disso, utilizou-se
aqui uma ontologia probabilistica para identificar os diferentes ambientes percorridos, de
forma a realizar o SLAM em cada ambiente separadamente. A ontologia foi construida
com base na apresentada na Secao 7.1, porém modificada para melhor atender o novo
objetivo. Da mesma forma como foi feito anteriormente, as inferéncias sao realizadas em
redes instanciadas de acordo com objetos identificados por um algoritmo de SIFT nas

imagens captadas pelo robo.
A ontologia é definida como segue.

Dois conceitos primitivos Object e Environment identificam respectivamente os objetos
encontrados pelo robo e os ambientes a serem mapeados. CRALC requer que sejam
especificadas probabilidades a priori para conceitos primitivos, mas uma vez que esses
conceitos sempre aparecerao como nés observados no calculo da inferéncia, o valor da

probabilidade nao interfere em nada. Foi utilizado

P(Object) € [0.2,0.8], P(Environment) € [0.2,0.8] .

Dois papéis contains(x, y) e near(z,y) representam que dois individuos do dominio sao
relacionados: respectivamente, que um ambiente contém um objeto e que um objeto esta
perto de outro objeto. Como nao ha informacao sobre a disposicao dos objetos a serem

encontrados, assume-se os mesmos intervalos

P(contains) € [0.2,0.8], P(near) € [0.2,0.8].

Um conceito Connector para representar conexao de dois corredores e objetos como
portas; e um papel accesses(z,y) que diz quais ambientes podem ser acessados de quais

conectores. Novamente adota-se os mesmos intervalos:

P(Connector) € [0.2,0.8], P(accesses) € [0.2,0.8].

E estabelecida uma hierarquia entre os objetos a serem identificados, através de cons-

trutores como:
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Object,
Object,

InteriorObject

I

1M

ExteriorObject
OfficeObject
Table

1M

Object,

7

InteriorObject

Printer InteriorObject M OfficeObject,

I

Door

1M

Object 1M Connector.

Sao definidos objetos compostos de forma a facilitar a descricao dos ambientes:

Desk = Table "l dnear.Chair,

Entrance = Door M dnear.Sign.

E por ultimo, temos a descricao dos ambientes propriamente ditos:

Room Environment

M dcontains.Door
M dcontains. Table
M dcontains.Chair
M —Jcontains.ExteriorObjects,

Office = Room

M dcontains.Desk
M dcontains.Cabinet

M dcontains.Monitor,

Hallway = Environment
M dcontains.Entrance
M dcontains.Extinguisher
M dcontains.Switchbox

M —dcontains.InteriorObjects.
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Tabela 7.1: Ambientes identificados para 6 pontos de coleta de dados.

Pontos de Coleta

Local I 1 \ 5 \ 7 \ 10 | 13 ] 17
Observagoes
3 cadeiras | 2 cadeiras 3 portas 2 portas 2 cadeiras | 2 cadeiras
mesa, mesa 2 placas 2 placas 2 mesas mesa
Objetos monitor | 2 monitores extintor extintor monitor monitor
armario armario caixa de forca | caixa de forga | armério | 2 armaérios
porta porta quadro porta porta
Resultado da inferéncia
P (Escritrio) [0.000, [0.000, [0.000, [0.000, [0.000, [0.000,
0.502] 0.602] 0.001] 0.001] 0.554] 0.554]
0.000, 0.000, 0.000, 0.000, 0.000, 0.000,
P(Sala de aula) [0.450] [0.532] [0.060} [0.060] [0.385} [0.385}
P(Clorredor) [0.000, [0.000, [0.000, [0.000, [0.000, [0.000,
0.020] 0.020] 0.767) 0.767) 0.020] 0.020]
| Area | 1 | 2 | 3

A ontologia inteira é muito extensa e nao serd apresentada aqui. Para uma versao
completa da mesma, consulte o Apéndice C que apresenta o conteido do arquivo KRSS

com a ontologia.

Apresentamos aqui os resultados de um experimento onde um rob6 percorrendo trés
diferentes ambientes de uma area interna de um edificio, sendo eles um laboratério, a
sala de um professor e o corredor que da acesso aos dois. Foram adquiridos dados em 18
posigoes do percurso, sendo que em cada posi¢ao foram coletadas imagens e pontos 3D
de um sensor laser, onde as coordenadas das posicoes vieram da odometria do robo e um
giroscopio. O robo utilizado foi um Pioneer 3-AT equipado com um laser SICK e uma

camera de video.

Para cada um dos pontos de coleta de dados do percurso, foi utilizado um algoritmo
SIFT para identificar objetos do ambiente. A ontologia foi instanciada com os objetos
encontrados, e cada ponto foi rotulado como “escritério” ou “corredor”, de acordo com
o resultado de inferéncia mais significativo. Sempre que dois pontos consecutivos do
trajeto receberam rotulos diferentes, os dados coletados foram segmentados em um novo
subconjunto para a drea do novo ambiente. Nesse experimento foram encontradas 3 areas
distintas. A Tabela 7.1 mostra os valores da inferéncia para 2 pontos de cada area. Note
que na ontologia os ambientes possiveis nao foram marcado como mutualmente exclusivos,

portanto a soma de todos eles ndo precisa chegar a 100%.

Com os dados dos sensores divididos nas 3 areas identificadas, foram produzidos ma-



7.2 Rotulos e Mapeamento Semantico 71

pas individualmente pra cada uma delas, com o software 6D SLAM?. Utilizando as in-
formagoes topoldgicas da rede, e o posicionamento dos conectores (portas), os mapas
foram montados de forma a produzir um mapa geral com as trés areas. Comparativa-
mente, foi feito um mapa geral tinico usando todos os dados no SLAM. Na Tabela 7.2
encontra-se os tempos despendidos para gerar o mapa por partes e o tempo para gerar o
mapa unico. Nas Figura 7.1 pode-se ver o mapa das trés areas mapeadas. Para efeitos
ilustrativos, na Figura 7.2 temos uma vista tridimensional produzida do interior de um

dos ambientes.

Na Tabela 7.2 pode-se ver que o mapeamento das &reas separadas ¢é efetivamente
mais rapido do que o processamento de todos os dados de uma s6 vez. A diferenca
observada nao é muito grande, mas deve-se lembrar que foram utilizados apenas 18 pon-
tos de coletas de dados percorrendo 3 ambientes. Ao se considerar um mapa maior e
mais complexo, a diferenga sera mais significativa uma vez que o tempo despendido para
o mapeamento cresce consideravelmente para grandes quantidades de dados, pois mais
comparagoes precisam ser feitas. Além do que a separacao em areas independentes nos
permite o processamento das mesmas em paralelo, diminuindo o tempo de processamento
para o tempo da area mais demorada. Além do ganho computacional, ha ainda o valor

agregado aos mapas pela rotulacao das areas e o estabelecimento de sua topologia.

Tabela 7.2: Comparagao de tempos (em milissegundos) para criacdo dos mapas.

’ Por partes H Mapa tinico ‘
Sala A 52186
Corredor 31670 114703
Laboratorio 7267
Total 91123 114703

2Disponivel em http://openslam.org (NCHTER, 2009).
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(a) Laboratério (b) Corredor (c) Sala

Figura 7.1: Mapas criados para as trés areas identificadas.
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Figura 7.2: Vista tridimensional da area 1.
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8 Publicacoes

Durante o desenvolvimento de todo o trabalho, os resultados mais significativos foram

publicados em artigos e congressos da area de inteligéncia artificial.

Logo no inicio do trabalho foi feito um estudo sobre modelos l6gico-probabilisticos.
Durante esse estudo foi produzido e publicado um artigo intitulado Learning Classifi-
ers With Markov Logic Networks (SILVA; COZMAN; POLASTRO, 2008), o qual foi
apresentado no XVII Congresso Brasileiro de Automdtica — CBA2008. Nesse artigo foi
desenvolvida uma metodologia para se aprender classificadores utilizando-se do modelo

de Markov Logic Networks, um dos modelos mais promissores na época.

Posteriormente, com o desenvolvimento da CRALC mais um artigo foi produzido. In-
titulado Loopy Propagation in a Probabilistic Description Logic (COZMAN; POLASTRO,
2008) e apresentado no 2nd International Conference on Scalable Uncertainty Manage-
ment — SUM2008. O artigo continha a nova légica de descricao probabilistica chamada e

o algoritmo de Loopy Propagation em primeira ordem.

Logo na sequéncia, mais um artigo foi publicado. Inference in Probabilistic Ontologies
with Attributive Concept Descriptions and Nominals (POLASTRO; COZMAN, 2008) foi
apresentado no 4th International Workshop on Uncertainty Reasoning for the Semantic
Web — URSWZ2008, na 7th International Semantic Web Conference — ISWC0S8. Nesse

artigo, foi proposta a extensao da CRALC na qual é possivel tratar nominais.

No ano seguinte, foi publicado um artigo contendo analises de complexidade e a pro-
posta de método variacional para realizagao de inferéncia na CRALC (e possivelmente
em outras légicas de descrigdo probabilisticas). Intitulado Complezity Analysis and Va-
riational Inference for Interpretation-based Probabilistic Description Logics (COZMAN;
POLASTRO, 2009), foi apresentado na 25th Conference on Uncertainty in Artificial In-
telligence — UAI2009.

Nesse mesmo periodo iniciava-se a abordagem de problemas reais da area de inte-

ligéncia artificial. Um extended abstract intitulado Probabilistic Description Logics for
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Context Awareness in Mobile Robotics: A Case Study in Imprecisely Specified Probabi-
lities foi aceito no 6th International Symposium on Imprecise Probability: Theories and
Applications — ISIPTA09, na qual foi exposto um poster com o material relevante. O

trabalho aborda o problema de extracao de contexto em robdtica maovel.

As idéias contidas no extended abstract foram posteriormente desenvolvidas, levando
aos resultados apresentados na Secao 7.1 deste trabalho, os quais foram publicados no
artigo intitulado Semantic Mapping with a Probabilistic Description Logic (POLASTRO
et al., 2010) no 20th Brazilian Symposium on Artificial Intelligence — SBIA 2010.

Ainda na vertente de extracao de contexto, foi feita uma segunda aplicacao em proble-
mas reais, aproveitando os rétulos extraidos para o auxilio na criacao de mapas seméanticos
e mapas anotados. Os resultados obtidos foram apresentados na Secao 7.2 deste trabalho
e foram publicados no artigo intitulado Dealing with Semantic Knowledge in Robotics:
Spatial Reasoning using a Probabilistic Description Logic (CORREA et al., 2010) apre-
sentado no XI Argentine Symposium on Artificial Intelligence — ASAI 2010.
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9 Consideracoes Finais

Este trabalho apresentou trés contribuicoes para o campo de inteligéncia artificial,
sendo i. uma légica de descricao probabilistica, ii. um algoritmo de inferéncia em pri-
meira ordem e iii. aplicagoes praticas em problemas reais. A primeira contribuicao tem
como intuito facilitar a representacao do conhecimento de agentes ou robos, enquanto que
a segunda nos da uma ferramenta para melhor raciocinar sobre o conhecimento represen-

tado.

A légica proposta é uma versao probabilistica da logica de descrigao ALC com seman-
tica baseada em interpretacoes, permitindo inclusoes e consultas sobre a probabilidade de
assercoes. A logica apresenta um bom equilibrio entre expressividade e complexidade, mas
pode facilmente ser estendida, por exemplo, para permitir hierarquia de papéis, restrigoes
de cardinalidade e relagoes de transitividade. Uma possivel extensao foi abordada nos
experimentos realizados, a respeito da representacao de nominais na légica CRALC. Tal
expansao se mostrou viavel, embora valha ressaltar que o uso de tipagem de variaveis

pode levar a uma solucao ainda mais elegante.

O algoritmo de inferéncia proposto é um algoritmo de loopy propagation em primeira-
ordem para ser usado em representagoes shattered de terminologias com dominio finito. E
um algoritmo desenvolvido para o uso em terminologias representadas na légica CRALC
mas que pode ser utilizado por outros modelos probabilisticos de primeira ordem. Os
testes realizados mostram que o algoritmo escapa dos problemas de escalabilidade dos
algoritmos tradicionais, podendo ser utilizado em ontologias realistas na literatura. O
algoritmo foi aplicado com sucesso em dois problemas reais na drea de robética mével, e
embora as aplicacoes apresentadas possam parecer simples, elas sao base de muitas outras

tarefas que agora poderao ser abordados sem restricoes quanto a escalabilidade.

Assim, pode-se afirmar que os objetivos propostos na Secao 1.1 foram atingidos, pois
eram justamente: o desenvolvimento de uma linguagem formal para a especificacao de

modelos l6gico-probabilisticos; o desenvolvimento de um algoritmo de inferéncia proba-
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bilistica; o teste do algoritmo e a aplicagao em problemas reais. Os resultados obtidos

foram bastante satisfatérios, rendendo publicagoes conforme descrito no Capitulo 8.

Quanto a trabalhos futuros, alguns tépicos sao deixados em aberto para mais dis-
cussao, como a inferéncia em dominios infinitos e a extensao da légica até um modelo
probabilistico completo para a linguagem OWL. Algumas das hipéteses adotadas podem
ser futuramente removidas, como a questao de aciclicidade ou a de homogeneidade. O
uso de modelos probabilisticos de grafos nao direcionados (RICHARDSON; DOMINGOS,
2006; TASKAR; ABBEEL; KOLLER, 2002) pode facilitar a questao sobre a hipétese de
aciclicidade, embora esses modelos falhem na implicacao da fatorizacao de probabilidades
na presenga de restrigoes 16gicas (MOUSSOURIS, 1974) restando ainda muita discussao
para esse caso. Também pode ser desejavel a remocao da hipdtese de dominio fechado, ja
que muitas légicas de descrigcao tradicionais nao assumem hipdteses sobre a cardinalidade

do dominio.

Referente ao desempenho, pode-se ver que o algoritmo aqui proposto tem um custo
computacional inferior em comparacao com os algoritmos tradicionais. E ao mesmo tempo
manteve a precisao no calculo da inferéncia, sendo que na maioria dos casos foi ainda mais

preciso que outros algoritmos aproximados.
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Apéndice A — Ontologia Wine.

Contetdo do arquivo wine.krss usado para o experimento apresentado na Secao 6.3
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(probability wine(x) 0.9)

; ;madeFromGrape

(probability madeFromCabernetFrancGrape(x) 0.5)
(probability madeFromCabernetSauvignonGrape(x) 0.5)
(probability madeFromChardonnayGrape(x) 0.5)
(probability madeFromCheninBlancGrape(x) 0.5)
(probability madeFromGamayGrape(x) 0.5)
(probability madeFromMalbecGrape(x) @.5)
(probability madeFromMerlotGrape(x) 0.5)
(probability madeFromPetiteSyrahGrape(x) 0.5)
(probability madeFromPetiteVerdotGrape(x) 0.5)
(probability madeFromPinotBlancGrape(x) 0.5)
(probability madeFromPinotNoirGrape(x) 0.5)
(probability madeFromRieslingGrape(x) 0.5)
(probability madeFromSangioveseGrape(x) 0.5)
(probability madeFromSauvignonBlancGrape(x) 0.5)
(probability madeFromSemillonGrape(x) @.5)
(probability madeFromZinfandelGrape(x) 0.5)

; ;Regions

(probability locatedInAustralianRegion(x) 0.15)
(probability locatedInFrenchRegion(x) 0.15)
(probability locatedInGermanyRegion(x) 0.15)
(probability locatedInItalianRegion(x) 0.15)
(probability locatedInNewZealandRegion(x) @.15)
(probability locatedInPortugalRegion(x) 0.15)
(probability locatedInUSRegion(x) 0.15)

;;regiao contida em AustralianRegion
(conditional-probability locatedInSouthAustraliaRegion(x) locatedInAustralianRegion(x) 0.5)
(define-primitive-concept locatedInSouthAustraliaRegion(x) locatedInAustralianRegion(x) )

;;regiao contida em FrenchRegion

(conditional-probability locatedInAlsaceRegion(x) locatedInFrenchRegion(x) 0.2)
(define-primitive-concept locatedInAlsaceRegion(x) locatedInFrenchRegion(x) )
(conditional-probability locatedInBeaujolaisRegion(x) locatedInFrenchRegion(x) 0.2)
(define-primitive-concept locatedInBeaujolaisRegion(x) locatedInFrenchRegion(x) )
(conditional-probability locatedInBordeauxRegion(x) locatedInFrenchRegion(x) 0.2)
(define-primitive-concept locatedInBordeauxRegion(x) locatedInFrenchRegion(x) )
(conditional-probability locatedInBourgogneRegion(x) locatedInFrenchRegion(x) 0.2)
(define-primitive-concept locatedInBourgogneRegion(x) locatedInFrenchRegion(x) )
(conditional-probability locatedInlLoireRegion(x) locatedInFrenchRegion(x) 0.2)
(define-primitive-concept locatedInlLoireRegion(x) locatedInFrenchRegion(x) )

;;regiao contida em ItalianRegion
(conditional-probability locatedInChiantiRegion(x) locatedInItalianRegion(x) 0.5)
(define-primitive-concept locatedInChiantiRegion(x) locatedInItalianRegion(x) )

;;regiao contida em USRegion

(conditional-probability locatedInCaliforniaRegion(x) locatedInUSRegion(x) 0.5)
(define-primitive-concept locatedInCaliforniaRegion(x) locatedInUSRegion(x) )
(conditional-probability locatedInTexasRegion(x) locatedInUSRegion(x) 0.5)
(define-primitive-concept locatedInTexasRegion(x) locatedInUSRegion(x) )
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;;regiao contida em BordeauxRegion

(conditional-probability locatedInMedocRegion(x) locatedInBordeauxRegion(x) @.333)
(define-primitive-concept locatedInMedocRegion(x) locatedInBordeauxRegion(x) )
(conditional-probability locatedInSauterneRegion(x) locatedInBordeauxRegion(x) 0.333)
(define-primitive-concept locatedInSauterneRegion(x) locatedInBordeauxRegion(x) )
(conditional-probability locatedInStEmilionRegion(x) locatedInBordeauxRegion(x) @.333)
(define-primitive-concept locatedInStEmilionRegion(x) locatedInBordeauxRegion(x) )

;;regiao contida em BourgogneRegion

(conditional-probability locatedInCotesDOrRegion(x) locatedInBourgogneRegion(x) @.5)
(define-primitive-concept locatedInCotesDOrRegion(x) locatedInBourgogneRegion(x) )
(conditional-probability locatedInMeursaultRegion(x) locatedInBourgogneRegion(x)@.5)
(define-primitive-concept locatedInMeursaultRegion(x) locatedInBourgogneRegion(x) )
;;adicionar Zenode

;;regiao contida em CaliforniaRegion

(conditional-probability locatedInArroyoGrandeRegion(x) locatedInCaliforniaRegion(x) 0.125)
(define-primitive-concept locatedInArroyoGrandeRegion(x) locatedInCaliforniaRegion(x) )
(conditional-probability locatedInCentralCoastRegion(x) locatedInCaliforniaRegion(x) 0.125)
(define-primitive-concept locatedInCentralCoastRegion(x) locatedInCaliforniaRegion(x) )
(conditional-probability locatedInEdnaValleyRegion(x) locatedInCaliforniaRegion(x) 0.125)
(define-primitive-concept locatedInEdnaValleyRegion(x) locatedInCaliforniaRegion(x) )
(conditional-probability locatedInMendocinoRegion(x) locatedInCaliforniaRegion(x) 0.125)
(define-primitive-concept locatedInMendocinoRegion(x) locatedInCaliforniaRegion(x) )
(conditional-probability locatedInNapaRegion(x) locatedInCaliforniaRegion(x) @.125)
(define-primitive-concept locatedInNapaRegion(x) locatedInCaliforniaRegion(x) )
(conditional-probability locatedInSantaBarbaraRegion(x) locatedInCaliforniaRegion(x) @.125)
(define-primitive-concept locatedInSantaBarbaraRegion(x) locatedInCaliforniaRegion(x) )
(conditional-probability locatedInSantaCruzMountainsRegion(x) locatedInCaliforniaRegion(x) 0.125)
(define-primitive-concept locatedInSantaCruzMountainsRegion(x) locatedInCaliforniaRegion(x) )
(conditional-probability locatedInSonomaRegion(x) locatedInCaliforniaRegion(x) 0.125)
(define-primitive-concept locatedInSonomaRegion(x) locatedInCaliforniaRegion(x) )

;;regiao contida em LoireRegion

(conditional-probability locatedInAnjouRegion(x) locatedInlLoireRegion(x) 0.25)
(define-primitive-concept locatedInAnjouRegion(x) locatedInLoireRegion(x) )
(conditional-probability locatedInMuscadetRegion(x) locatedInlLoireRegion(x) @.25)
(define-primitive-concept locatedInMuscadetRegion(x) locatedInlLoireRegion(x) )
(conditional-probability locatedInSancerreRegion(x) locatedInLoireRegion(x) 0.25)
(define-primitive-concept locatedInSancerreRegion(x) locatedInlLoireRegion(x) )
(conditional-probability locatedInToursRegion(x) locatedInlLoireRegion(x)@.25)
(define-primitive-concept locatedInToursRegion(x) locatedInLoireRegion(x) )

;;regiao contida em TexasRegion
(conditional-probability locatedInCentralTexasRegion(x) locatedInTexasRegion(x) 0.5)
(define-primitive-concept locatedInCentralTexasRegion(x) locatedInTexasRegion(x) )

;;regiao contida em MedocRegion

(conditional-probability locatedInMargauxRegion(x) locatedInMedocRegion(x) 0.5)
(define-primitive-concept locatedInMargauxRegion(x) locatedInMedocRegion(x) )
(conditional-probability locatedInPauillacRegion(x) locatedInMedocRegion(x) 0.5)
(define-primitive-concept locatedInPauillacRegion(x) locatedInMedocRegion(x) )

; ;Descriptor
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; ;WineColor

(probability hasWineColorRed(x) 0.333)
(probability hasWineColorRose(x) ©.333)
(probability hasWineColorWhite(x) @.333)

; sWineBody

(probability hasWineBodyLight(x) @.333)
(probability hasWineBodyMedium(x) @.333)
(probability hasWineBodyFull(x) 0.333)

; ;WineFlavour

(probability hasWineFlavourDelicate(x) 0.333)
(probability hasWineFlavourModerate(x) 0.333)
(probability hasWineFlavourStrong(x) @.333)

; ;WineSugar

(probability hasWineSugarDry(x) 0.333)
(probability hasWineSugarOffDry(x) 0.333)
(probability hasWineSugarSweet(x) @.333)

;swines
(define-concept EarlyHarvest(x)
(and
wine(x)
(or hasWineSugarDry(x) hasWineSugarOffDry(x))

(define-concept LateHarvest(x)
(and
wine(x)
(or hasWineFlavourModerate(x) hasWineFlavourStrong(x))
hasWineSugarSweet(x)

D)
)
(define-concept AlsatianWine(x)
(and
wine(x)
locatedInAlsaceRegion(x)
)
D)
(define-concept AmericanWine(x)
(and
wine(x)
locatedInUSRegion(x)
)
)
(define-concept Beaujolais(x)
(and
wine(x)

locatedInBeaujolaisRegion(x)

(define-concept Bordeaux(x)
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(and
wine(x)
locatedInBordeauxRegion(x)

(define-concept Sauternes(x)
(and
Bordeaux(x)
LateHarvest(x)
hasWineColorWhite(x)
hasWineBodyMedium(x)
locatedInSauterneRegion(x)

(define-concept Burgundy(x)
(and
wine(x)
locatedInBourgogneRegion(x)

(define-concept CabernetFrank(x)
(and

wine(x)
madeFromCabernetFrancGrape(x)
hasWineBodyMedium(x)
hasWineColorRed(x)
hasWineFlavourModerate(x)
hasWineSugarDry(x)

(define-concept CabernetSauvignon(x)
(and
wine(x)
madeFromCabernetSauvignonGrape(x)
(Cor hasWineBodyMedium(x) hasWineBodyFull(x))

hasWineColorRed(x)
(or hasWineFlavourModerate(x) hasWineFlavourStrong(x))
hasWineSugarDry(x)
)
)
(define-concept CaliforniaWine(x)
(and
wine(x)

locatedInCaliforniaRegion(x)

(define-concept Chardonnay(x)
(and
wine(x)
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madeFromChardonnayGrape(x)

(or hasWineBodyFull(x) hasWineBodyMedium(x))
hasWineColorWhite(x)

(or hasWineFlavourStrong(x) hasWineFlavourModerate(x))

)
)
(define-concept CheninBlank(x)
(and
wine(x)

madeFromCheninBlancGrape(x)

(Cor hasWineBodyFull(x) hasWineBodyMedium(x))
hasWineColorWhite(x)
hasWineFlavourModerate(x)

(or hasWineSugarDry(x) hasWineSugarOffDry(x))

)
)
(define-concept DessertWine(x)
(and
wine(x)
(or hasWineSugarOffDry(x) hasWineSugarSweet(x))
)
)
(define-concept IceWine(x)
(and
DessertWine(x)
LateHarvest(x)
hasWineColorWhite(x)

(or hasWineBodyMedium(x) hasWineBodyFull(x))
(or hasWineFlavourModerate(x) hasWineFlavourStrong(x))

)
D)
(define-concept Riesling(x)
(and
wine(x)
madeFromRieslingGrape(x)
hasWineColorWhite(x)
D)
D)
(define-concept SweetRiesling(x)
(and
Riesling(x)
hasWineSugarSweet(x)
DessertWine(x)
hasWineBodyFull(x)

(or hasWineFlavourModerate(x) hasWineFlavourStrong(x))

(define-concept DryRiesling(x)
(and
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Riesling(x)
hasWineSugarDry(x)
(or hasWineBodylLight(x) hasWineBodyMedium(x))
hasWineColorWhite(x)
hasWineFlavourDelicate(x)
)
)
(define-concept DryWine(x)
(and
wine(x)
hasWineSugarDry(x)
)
)
(define-concept RedWine(x)
(and
wine(x)
hasWineColorRed(x)
)
)
(define-concept DryRedWine(x)
(and
DryWine(x)
RedWine(x)
)
)
(define-concept WhiteWine(x)
(and
wine(x)
hasWineColorWhite(x)
)
)
(define-concept DryWhiteWine(x)
(and
DryWine(x)
WhiteWine(x)
)
)
(define-concept FrenchWine(x)
(and
wine(x)
locatedInFrenchRegion(x)
)
)
(define-concept FullBodyWine(x)
(and
wine(x)
hasWineBodyFull(x)
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D)
(define-concept Gamay(x)
(and
wine(x)
madeFromGamayGrape(x)
D)
D)
(define-concept GermanWine(x)
(and
wine(x)
locatedInGermanyRegion(x)
D)
)
(define-concept ItalianWine(x)
(and
wine(x)

locatedInItalianRegion(x)

(define-concept Chianti(x)
(and
ItalianWine(x)

(or hasWineBodylLight(x) hasWineBodyMedium(x))

hasWineColorRed(x)

hasWineFlavourModerate(x) hasWineSugarDry(x) locatedInChiantiRegion(x)

madeFromSangioveseGrape(x) )

D

(define-concept Loire(x)

(and
wine(x)
locatedInlLoireRegion(x)
)
D)
(define-concept Anjou(x)
(and
Loire(x)
locatedInAnjouRegion(x)
hasWineBodyLight(x)
hasWineColorRose(x)

hasWineFlavourDelicate(x)
hasWineSugarOffDry(x)

)
)
(define-concept Meritage(x)
(and
wine(x)
(or

(and madeFromCabernetSauvignonGrape(x) madeFromCabernetFrancGrape(x))
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(and
(and
(and
(and

madeFromCabernetSauvignonGrape(x) madeFromMalbecGrape(x))
madeFromCabernetSauvignonGrape(x) madeFromPetiteVerdotGrape(x))
madeFromCabernetSauvignonGrape(x) madeFromMerlotGrape(x))
madeFromCabernetFrancGrape(x) madeFromMalbecGrape(x))

(and madeFromCabernetFrancGrape(x) madeFromPetiteVerdotGrape(x))
(and madeFromCabernetFrancGrape(x) madeFromMerlotGrape(x))
(and madeFromMalbecGrape(x) madeFromPetiteVerdotGrape(x))
(and madeFromMalbecGrape(x) madeFromMerlotGrape(x))
(and madeFromPetiteVerdotGrape(x) madeFromMerlotGrape(x))
)
hasWineColorRed(x)
)
)
(define-concept Merlot(x)
(and
wine(x)

madeFromMerlotGrape(x)
(or hasWineBodylLight(x) hasWineBodyMedium(x))

hasWineColorRed(x)
(or hasWineFlavourModerate(x) hasWineFlavourDelicate(x))
hasWineSugarDry(x)
)
)
(define-concept PetiteSyrah(x)
(and
wine(x)

madeFromPetiteSyrahGrape(x)
(or hasWineBodyMedium(x) hasWineBodyFull(x))

hasWineColorRed(x)
(or hasWineFlavourModerate(x) hasWineFlavourStrong(x))
hasWineSugarDry(x)
)
)
(define-concept PinotBlanc(x)
(and
wine(x)
madeFromPinotBlancGrape(x)
hasWineColorWhite(x)
)
)
(define-concept PinotNoir(x)
(and
wine(x)

madeFromPinotNoirGrape(x)
hasWineColorRed(x)

(define-concept Port(x)

(and

RedWine(x)
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hasWineBodyFull(x)
hasWineFlavourStrong(x)
hasWineSugarSweet(x)
locatedInPortugalRegion(x)

(or madeFromCabernetSauvignonGrape(x) madeFromMerlotGrape(x))

)
)
(define-concept RedBordeaux(x)
(and
Bordeaux(x)
RedWine(x)
)
)
(define-concept RedBurgundy(x)
(and
Burgundy(x)
RedWine(x)

madeFromPinotNoirGrape(x)

(define-concept CotesDOr(x)
(and
RedBurgundy(x)
locatedInCotesDOrRegion(x)
hasWineFlavourModerate(x)

)
)
(define-concept RoseWine(x)
(and
wine(x)
hasWineColorRose(x)
)
)
(define-concept SemillonOrSauvignonBlanc(x)
(and
wine(x)

(or madeFromSemillonGrape(x) madeFromSauvignonBlancGrape(x))
(or hasWineBodyMedium(x) hasWineBodyFull(x))

hasWineColorWhite(x)

(define-concept SauvignonBlanc(x)
(and
SemillonOrSauvignonBlanc(x)

madeFromSauvignonBlancGrape(x)

(define-concept Semillon(x)
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(and
SemillonOrSauvignonBlanc(x)
madeFromSemillonGrape(x)

)
)
(define-concept SweetWine(x)
(and
wine(x)
hasWineSugarSweet(x)
)
)
(define-concept TableWine(x)
(and
wine(x)
hasWineSugarDry(x)
)

(define-concept RedTableWine(x)
(and

(or madeFromSemillonGrape(x) madeFromSauvignonBlancGrape(x))

TableWine(x)
hasWineColorRed(x)
)
)
(define-concept TexasWine(x)
(and
wine(x)
locatedInTexasRegion(x)
)
)
(define-concept WhiteBordeaux(x)
(and
Bordeaux(x)
WhiteWine(x)
)
)
(define-concept WhiteBurgundy(x)
(and
Burgundy(x)
WhiteWine(x)
madeFromChardonnayGrape(x)
)
)
(define-concept Meursault(x)
(and
WhiteBurgundy(x)

locatedInMeursaultRegion(x)
hasWineBodyFull(x)
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)

D)
(define-concept WhitelLoire(x)
(and
Loire(x)
WhiteWine(x)
(or madeFromCheninBlancGrape(x) madeFromPinotBlancGrape(x) madeFromSauvignonBlancGrape(x))
)
D)
(define-concept WhiteNonSweetWine(x)
(and
WhiteWine(x)
(or hasWineSugarDry(x) hasWineSugarOffDry(x))
D)
D)
(define-concept Zinfandel(x)
(and
wine(x)

madeFromZinfandelGrape(x)

(Cor hasWineBodyFull(x) hasWineBodyMedium(x))
hasWineColorRed(x)

(or hasWineFlavourModerate(x) hasWineFlavourStrong(x))
hasWineSugarDry(x)
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Apéndice B — Ontologia utilizada para
extracao de contexto em

robotica movel.

Contetdo do arquivo context.krss usado para a aplicacao apresentada na Secao 7.1
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; ;Relations
(probability contains(x,y) [0.25, @.75])

; ;Indoors
(probability IndoorObjects(x) [@.25, 0.75])

(conditional-probability Computer(x) IndoorObjects(x) [@.25, 0.75])
(define-primitive-concept Computer(x) IndoorObjects(x) )
(conditional-probability Tv(x) IndoorObjects(x) [0.25, ©0.75])
(define-primitive-concept Tv(x) IndoorObjects(x) )
(conditional-probability RestingObjects(x) IndoorObjects(x) [@.25, 0.75])
(define-primitive-concept RestingObjects(x) IndoorObjects(x) )
(conditional-probability KitchenObjects(x) IndoorObjects(x) [@.25, 0.75])
(define-primitive-concept KitchenObjects(x) IndoorObjects(x) )

(conditional-probability Couch(x) RestingObjects(x) [@.25, 0.75])
(define-primitive-concept Couch(x) RestingObjects(x) )
(conditional-probability Bed(x) RestingObjects(x) [@.25, 0.75])
(define-primitive-concept Bed(x) RestingObjects(x) )

(conditional-probability Refrigerator(x) KitchenObjects(x) [0.25, ©.75])
(define-primitive-concept Refrigerator(x) KitchenObjects(x) )
(conditional-probability Oven(x) KitchenObjects(x) [0.25, 0.75])
(define-primitive-concept Oven(x) KitchenObjects(x) )

(probability Chair(x) [0.25, 0.75])
(probability Table(x) [0.25, 0.75])

(define-concept EContainsIndoorObjects(x)
(some contains IndoorObjects )

D)

(define-concept EContainsRestingObjects(x)
(some contains RestingObjects )

)

(define-concept EContainsKitchenObjects(x)
(some contains KitchenObjects )

(define-concept EContainsChair(x)
(some contains Chair )

)

(define-concept EContainsTable(x)
(some contains Table )

)

(define-concept EContainsComputer(x)
(some contains Computer )

)

(define-concept EContainsCouch(x)
(some contains Couch )

D)

(define-concept EContainsTv(x)
(some contains Tv )

)

(define-concept EContainsRefrigerator(x)
(some contains Refrigerator )
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)

(define-concept EContainsOven(x)
(some contains Oven )

)

(define-concept EContainsBed(x)
(some contains Bed )

; ; Combinations
(define-concept Desk(x)
(and
Table(x)
EContainsChair(x)

)
(define-concept EContainsDesk(x)
(some contains Desk )

; ;O0utdoors
(probability OutdoorObjects(x) [0.25, @.75])

(conditional-probability Vegetation(x) OutdoorObjects(x) [0.25, 0.75])
(define-primitive-concept Vegetation(x) OutdoorObjects(x) )
(conditional-probability Water(x) OutdoorObjects(x) [@.25, 0.75])
(define-primitive-concept Water(x) OutdoorObjects(x) )
(conditional-probability Building(x) OutdoorObjects(x) [0.25, 0.75])
(define-primitive-concept Building(x) OutdoorObjects(x) )
(conditional-probability Sand(x) OutdoorObjects(x) [0.25, 0.75])
(define-primitive-concept Sand(x) OutdoorObjects(x) )
(conditional-probability Road(x) OutdoorObjects(x) [0.25, @.75])
(define-primitive-concept Road(x) OutdoorObjects(x) )
(conditional-probability Car(x) OutdoorObjects(x) [0.25, ©0.75])
(define-primitive-concept Car(x) OutdoorObjects(x) )

(conditional-probability Lawn(x) Vegetation(x) [0.25, 0.75])
(define-primitive-concept Lawn(x) Vegetation(x) )
(conditional-probability Bush(x) Vegetation(x) [0.25, 0.75])
(define-primitive-concept Bush(x) Vegetation(x) )
(conditional-probability Tree(x) Vegetation(x) [0.25, 0.75])
(define-primitive-concept Tree(x) Vegetation(x) )

(probability Cement(x) [0.25, 0.75])

(define-concept EContainsOutdoorObjects(x)
(some contains QutdoorObjects )

)

(define-concept EContainsVegetation(x)
(some contains Vegetation )

D)

(define-concept EContainsWater(x)
(some contains Water )

)

(define-concept EContainsBuilding(x)
(some contains Building )
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)

(define-concept EContainsSand(x)
(some contains Sand )

)

(define-concept EContainsRoad(x)
(some contains Road )

)

(define-concept EContainsCar(x)
(some contains Car )

)

(define-concept EContainsLawn(x)
(some contains Lawn )

)

(define-concept EContainsBush(x)
(some contains Bush )

)

(define-concept EContainsTree(x)
(some contains Tree )

D)

(define-concept EContainsCement(x)

(some contains Cement )

;;Context / Labels

(define-concept Office(x)
(and
EContainsDesk(x)
(and
EContainsComputer(x)
(and

(not EContainsBed(x) )
(not EContainsOutdoorObjects(x) )

D)
)
)
D)
(define-concept LivingRoom(x)
(and
EContainsCouch(x)
(and
(not EContainsKitchenObjects(x) )
(and
(not EContainsBed(x))
(not EContainsOutdoorObjects(x))
)
)
)

(define-concept Dormitory(x)
(and
EContainsBed(x)
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(not EContainsOutdoorObjects(x))

D)
)
(define-concept Kitchen(x)
(and
EContainsOven(x)
(and
EContainsRefrigerator(x)
(and
(not EContainsRestingObjects(x))
(not EContainsOutdoorObjects(x))
)
)
)
)
(define-concept ParkinglLot(x)
(and
EContainsCar(x)
(and
EContainsCement(x)
(and
(not EContainsIndoorObjects(x) )
(and
(not EContainsBuilding(x) )
(and
(not EContainsSand(x) )
(and
(not EContainsLawn(x) )
(not EContainsWater(x) )
)
)
)
D)
)
)
D)
(define-concept UrbanEnv(x)
(and
EContainsRoad(x)
(and
EContainsBuilding(x)
(not EContainsIndoorObjects(x) )
)
)
)
(define-concept Park(x)
(and
EContainsLawn(x)
(and

(not EContainsCar(x) )
(and
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(not EContainsIndoorObjects(x))
(and
(nhot EContainsSand(x) )
(not EContainsCement(x) )

)
)
)
)
)
(define-concept Beach(x)
(and
EContainsSand(x)
(and
EContainsWater(x)
(and
(not EContainsLawn(x))
(and
(not EContainsIndoorObjects(x))
(and
(not EContainsCar(x) )
(not EContainsCement(x) )
)
)
)
)
)
)
(define-concept Forest(x)
(and
EContainsTree(x)
(and
(not EContainsSand(x))
(and
(not EContainsCement(x))
(and
(not EContainsIndoorObjects(x))
(and
(not EContainsTable(x))
(not EContainsChair(x))
)
)
D)
)
)
)
(define-concept Desert(x)
(and
EContainsSand(x)
(and
(not EContainsWater(x) )
(and

(not EContainsLawn(x) )
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(and
(not EContainsCement(x))
(and
(not EContainsIndoorObjects(x))
(and
(nhot EContainsTable(x))
(not EContainsChair(x))
)
)
)
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Apéndice C — Ontologia utilizada para

criacao de mapas semanticos.

Contetdo do arquivo map.krss usado para a aplicagao apresentada na Segao 7.2
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(probability Ambient(x) [0.2, 0.8] )
(probability Object(x) [0.2, 0.8] )

;5 Relations:

(probability contains(x,y) [0.2, 0.8] )
(probability near(x,y) [0.2, 0.8] )

;3 Object Hierarchy:

(conditional-probability InsObject(x) Object(x) [0.2, ©.8] )
(define-primitive-concept InsObject(x) Object(x) )

(conditional-probability OutObject(x) Object(x) [0.2, ©.8] )
(define-primitive-concept OutObject(x) Object(x) )

(conditional-probability O0fcObject(x) Object(x) [0.2, ©.8] )
(define-primitive-concept OfcObject(x) Object(x) )

;3 Placing each object in its specific group:

(conditional-probability Table(x) InsObject(x) [0.2, 0.8] )
(define-primitive-concept Table(x) InsObject(x) )

(conditional-probability Chair(x) InsObject(x) [0.2, 0.8] )
(define-primitive-concept Chair(x) InsObject(x) )

(conditional-probability Cabinet(x) (and InsObject(x) OfcObject(x)) [0.2, 0.8] )
(define-primitive-concept Cabinet(x) (and InsObject(x) OfcObject(x)) )

(conditional-probability Monitor(x) (and InsObject(x) OfcObject(x)) [0.2, 0.8] )
(define-primitive-concept Monitor(x) (and InsObject(x) OfcObject(x)) )

(conditional-probability Printer(x) (and InsObject(x) OfcObject(x)) [0.2, 0.8] )
(define-primitive-concept Printer(x) (and InsObject(x) OfcObject(x)) )

(conditional-probability Sign(x) OutObject(x) [0.2, 0.8] )
(define-primitive-concept Sign(x) OutObject(x) )

(conditional-probability Extinguisher(x) OutObject(x) [0.2, 0.8] )
(define-primitive-concept Extinguisher(x) OutObject(x) )

(conditional-probability Switchboard(x) OutObject(x) [0.2, 0.8] )
(define-primitive-concept Switchboard(x) OutObject(x) )

(conditional-probability Door(x) Object(x) [0.2, 0.8] )
(define-primitive-concept Door(x) Object(x) )

(conditional-probability Board(x) Object(x) [0.2, ©.8] )
(define-primitive-concept Board(x) Object(x) )

;3 Existential restrictions that will be needed in composite object descriptors

(define-concept ChairNear(x)
(some near(x,y) ChairCy) )
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D)

(define-concept SignNear(x)

(some near(x,y) Sign(y) )
;3 Existential restrictions that will be needed in ambient descriptors
(define-concept ContainsDoor(x)

(some contains(x,y) Door(y) )

(define-concept ContainsTable(x)
(some contains(x,y) Table(y) )

(define-concept ContainsChair(x)
(some contains(x,y) Chair(y) )

(define-concept ContainsCabinet(x)
(some contains(x,y) Cabinet(y) )

(define-concept ContainsMonitor(x)
(some contains(x,y) Monitor(y) )

(define-concept ContainsBoard(x)
(some contains(x,y) Board(y) )

(define-concept ContainsExtinguisher(x)
(some contains(x,y) Extinguisher(y) )

(define-concept ContainsSwitchboard(x)
(some contains(x,y) Switchboard(y) )

(define-concept ContainsInsObject(x)
(some contains(x,y) InsObject(y) )

(define-concept ContainsOutObject(x)
(some contains(x,y) OutObject(y) )

(define-concept ContainsOfcObject(x)
(some contains(x,y) OfcObject(y) )

;; Composite objects

(define-concept Desk(x)
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(and
Table(x)
ChairNear(x)

D)

(define-concept ContainsDesk(x)
(some contains(x,y) Desk(y) )

)
(define-concept Entrance(x)
(and
Door(x)
SignNear(x)
)

)
(define-concept ContainsEntrance(x)
(some contains(x,y) Entrance(y) )

;3 Ambient Descriptors

(define-concept Room(x)
(and
(and
(and
(and
Ambient(x)
ContainsDoor(x)
)
ContainsTable(x)
)
ContainsChair(x)

)
(not ContainsQutObject(x))

(define-concept Office(x)
(and
(and

(and
Room(x)
ContainsDesk(x)

D)

ContainsCabinet(x)

D)

ContainsMonitor(x)

(define-concept Classroom(x)
(and
(and
Room(x)
ContainsBoard(x)
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)
(not ContainsOfcObject(x))

)
)
(define-concept Hallway(x)
(and
(and
(and
(and
Ambient(x)
ContainsEntrance(x)
)
ContainsExtinguisher(x)
)
ContainsSwitchboard(x)
)
(not ContainsInsObject(x))
)
)
(define-concept Unknown(x)
(and
(and
Ambient(x)
(not Room(x))
)

(not Hallway(x))




