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RESUMO

Santos, C. C. Previsiao de Demanda de Agua na Regido Metropolitana de Sao
Paulo com Redes Neurais Artificiais e Condicoes Socioambientais e
Meteoroldgicas. (2011). 121p. Tese (Doutorado) — Escola Politécnica, Universidade
de Sao Paulo, Sao Paulo.

O presente trabalho apresenta a previsao de demanda de agua em sistemas
urbanos de abastecimento através de Rede Neural Artificial (RNA) utilizando dados
de consumo de agua e variaveis meteoroldgicas e socioambientais. A RNA utilizada
foi uma de trés camadas chamada de rede de multiplas camadas alimentadas
adiante com o algoritmo de treinamento LLSSIM (Hsu et al., 1996). Neste estudo,
foram utilizados os dados de consumo de agua (SABESP) e meteoroldgicos
(IAG/USP) para o periodo de 2001 a 2005 para Regiao Metropolitana de Sao Paulo
(RMSP). As variaveis socioambientais e meteorolégicas que podem afetar o
consumo de agua foram analisadas. A ETA Cantareira e o setor Itaim Paulista foram
utilizados para avaliar a relacdo entre 0 consumo e as variaveis antropicas e
meteorolbgicas para o ano de 2005. Esses conjuntos de dados foram utilizados para
o treinamento, o teste e a previsdo da RNA. Para a ETA Cantareira, foram criados 8
modelos e para o setor Itaim Paulista 57, sendo que os modelos 9 a 57
correspondem a previsdo ideal. O desempenho dos modelos foi avaliado pelo o erro
médio, erro médio absoluto, erro médio quadratico, o coeficiente de correlagéo,
exatidao, viés, POD, FAR, CSI e POFD. Para a ETA Cantareira o melhor
desempenho ocorreu para a média de 12 horas e para o Itaim Paulista a média de 6
horas. Na previsdo ideal observou-se que a memoéria do sistema € um fator
importante, principalmente quando se tem dois intervalos de tempo anterior. Os
resultados mostraram a importancia da memoria, pois ela ajuda a melhorar o
desempenho da previsdo A previsdo horaria foi obtida com niveis de erros
aceitaveis. Comparando os resultados de todas as configuragdes dos modelos,
observou-se que ha uma tendéncia para pequenos erros. Finalmente, conclui-se que
o0 método proposto pode ser utilizado para previsdao de consumo obtendo uma boa

previsao.

Palavras-chaves: Previsao de demanda. Rede Neural artificial. Sistemas de
Abastecimento de Agua.



ABSTRACT

Santos, C. C. Water Demand Forecasting in the Metropolitan Area Sao Paulo
with Artificial Neural Network and Socioenvironmental and Meteorological
Conditions. (2011). 121p. Thesis (Doctoral) — Escola Politécnica, Universidade de
Séo Paulo, Sao Paulo.

This work is concerned with the prediction of water demand in urban water supply
systems using water consumption, meteorological and socioenvironmental variables
in an Atrtificial Neural Network (ANN) system. The ANN is a three layer feed-forward
network with the LLSSIM training algorithm (Hsu et. al., 1996). In this study, water
consumption (SABESP) and meteorological (IAG USP) data sets between 2001 and
2005 were used for studying the Metropolitan Area Sao Paulo (MASP). Possible
socio-environmental and meteorological conditions affecting water consumption in
the MASP were analyzed. Two water treatment stations (ETA), namely, Cantareira
and the Itaim Paulista were used to evaluate the relationship between water
consumption against anthropic and meteorological conditions for the year 2005.
These data sets were also used for training, testing and forecasting of the water
consumption model with the ANN. For the Cantareira ETA, 8 model configurations
were tested and 57 for the Itaim Paulista ETA. In this late case, configurations 9 to 57
were for ideal forecasts. The various model configurations were evaluated by the
mean error, mean absolute error and mean square root error, correlation coefficient,
bias, POD, FAR, CSI e POFD. The best performance for the Cantareira ETA was
obtained for a 12-hour average of the input variables, and for the Itaim Paulista ETA,
for the 6-hour average. The ANN model configurations fed with variables of previous
three times steps (memory) performed best, followed by two previous time steps. The
results indicate the importance of these memory to improving the performance of the
forecasting. The hourly forecasting was obtained with acceptable error levels.
Comparing the results of all model configurations, there is an overall tendency for
minor errors. The proposed method can be used to demand forecast a good
prediction.

Key-words: Water consumption Forecasting. Artificial Neural Network. Water Supply
System.



LISTA DE FIGURAS

Figura 3.1: Métodos quantitativos e qualitativos e alguns de seus modelos (adaptada
de Trautwein JUNIOr, 2004). .......eeeeiia ettt e e e e e e e e e e e e e e e e e e e anneneeeas 9

Figura 4.1: Sistema adutor da RMSP e é&reas de abrangéncia por sistemas
produtores. As cores indicam o sistema de producgéo (tons claros) e rede de aducao
(tons escuros). Os contornos (branco) indicam limites municipais. Contribuicao (%)
por sistema adutor para o total de 64,2 m®s™ indicado na legenda. (Fonte: Ginez e
Pereira FilN0, 2003). ... .uuuuueuiiiiiiiiiiiiiiiiieiieiieeeeeeeeeeease e aeeeseeaeasesssessasnnnnnennnnnnnnnnnnnnnnes 34

Figura 4.2: a) Distribuicdo espacial das estacbes de qualidade do ar e estacdes
meteorolégicas da CETESB na RMSP. (Fonte: Pereira, Filho e Ginez, 2004). b)
Localizacao dos postos pluviométricos da rede telemétrica do Alto Tieté (Fonte:
http://www.saisp.br/site/sobreAT.htm). Os pontos vermelhos correspondem a

localizacdo das estacdes e dos postos pluviométricos respectivamente. ................. 36
Figura 4.3: Rede Neural Atrtificial feedforward tipica de trés camadas...................... 38
Figura 4.4: Diagrama de bloco do fluxo do trabalho. ............cccccoiiiiiiiiiiiiien 45

Figura 51: Falhas existentes no banco de dados CETESB e FCTH para o ano de
2004, as células em branco é onde existem dados e as coloridas sdo onde nao tém
dados. (a) exemplo de uma planilha do banco de dados da CETESB, Para todas as
estacdes com dados meteoroldgicos, o F significa falha, a cor laranja indica que nao
existem dados para a temperatura, a azul para a umidade e rosa para a velocidade.
(b) exemplo de planilha para o banco de dados da RTAT para o posto da Barragem
PONIE NOVA.....e ettt e e e e e e e e e e e e e e e eeaeeeees 54

Figura 5.2: Porcentagem de falhas (%): para o periodo 2001 a 2005: a) Sistema de
Abastecimento RMSP, cada nome identifica uma ETA; b) Estacées Meteorologicas
da CETESB, as siglas correspondem a: EST: estacdo, e o numero depois de EST
corresponde ao numero da estacado, DIR: direcao do vento, VEL: velocidade do
vento, TEMP: temperatura, HUM: umidade, RAD: radiacdo, PRESS: pressao e UVA:
raio ultravioleta e c) Estacdes pluviométricas da Rede Telemétrica do Alto Tieté onde
cada nome corresponde a uma estacao diferente. As cores indicam o ano. ............ 57

Figura 5.3: Producdo de agua do Sistema Produtor de Agua da RMSP para o
periodo de 2001 @ 2005. ......eeiiiiieiieieieeee e e e e reaaaaeas 61

Figura 5.4. Anomalias da producao de agua média mensal e da producao total. A
linha azul corresponde a ETA ABV-Guarapiranga, a linha abébora a ETA Garau —
Cantareira, a verde a ETA Alto Tieté e a rosa pontilhada ao consumo total das trés
E T A S, ettt ttt———at——a———tttttttttttttttttttnttttttntnnnttnnnnnntnnnnnnnnnnnnnnnnnnnnnnn 62

Figura 5.5: Evolugao temporal da produgao de agua meédia mensal total do Sistema
Produtor de Agua da RMSP. A linha azul é a producao médio para cada més e a
linha rosa € consumo MEdIO tOtal.........cooiiiiiiiiiiie e, 63



Figura 5.6: Evolugado temporal da produgao de agua medio diario. a) Consumo
médio diario total do Sistema Produtor de Agua da RMSP. A linha azul é o consumo
médio para cada dia da semana e a linha rosa € consumo médio total. b) Consumo
dos trés principais ETA’s da RMSP, linha vermelha ETA Alto Tieté, linha rosa ETA
Cantareira e linha azul ETA GUAarapiranga.........ccccuueeeeeeeeeeeeniiiiiieeeeeeeeeeesseneeeeeeeaeens 64

Figura 5.7: Evolucao temporal da produgcao de agua médio horario: a) Producao total
do sistema Produtor. b) ETA Cantareira, c) ETA Guarapiranga e d) ETA Alto Tiete.
Dias da semana estdo indicados pela cor das linhas na legenda. .............ccccuvveunnneee 66

Figura 5.8: Evolucao temporal da producao de agua médio horario em dias de férias
(linha vermelha) e feriado (linha azul) para a das trés ETA, ETA Cantareira (topo),
ETA Guarapiranga (meio) e ETA Alto Tiete (baiX0). .....ccccvveeieiieiiiiiiiiiieeeeee e 67

Figura 5.9. Anomalias do consumo total (CT), temperatura (T), umidade relativa
(UR), precipitacao (R) € PreSSA0 (P). ...uuuuuuuuuueeieiiiiniiiiiiiieieeeieeneeeeassnnnnnnnnnnnnsnnnnnnnnnnnes 68

Figura 5.10: Evolucdo temporal do consumo de agua dos trés sistemas adutores e
do total de precipitacdo (topo), da temperatura (meio) e da umidade relativa (baixo).
A linha azul se refere ao consumo total em todos os graficos. Eixo das ordenadas da
direita corresponde a variavel meteoroldgica e, o da esquerda, ao consumo total...70

Figura 5.11: Evolucao temporal do consumo de agua médio horario para 5 dias
quentes (linha vermelha) e 5 dias frios (linha azul) na regido das ETA Cantareira
(topo), ETA Guarapiranga (meio) e ETA Alto Tiete (DaiX0). ........uuvvveeevvernnnererrrnnnnnnnns 71

Figura 5.12: Variacbes das correlacoes, da ETA Cantareira e do setor Itaim Paulista,
em relacdo as variaveis meteoroldgicas € antrépicas. ........cccevveeeeveeeieeieeeeeeeeeeeeeeee 74

Figura 5.13: Evolugéo temporal do consumo de agua para o modelo RNA-C-8, onde
a linha azul € o consumo observado, e a linha rosa é o consumo previsto pelo
modelo. a) treinamento, D) PreViSA0 .......couui i 77

Figura 5.13: Digrama de espalhamento da série temporal de consumo de agua
estimado pelo treinamento (a) e previsao (b). Estdo indicados o ajuste linear (linha
vermelha) e o coeficiente de correlagao (R?). ........ccovoveveveeeeeeeeeeeeeeeeeeee s 78

Figura 5.14: indices de desempenho Exatiddo dos modelos RNA para os limites de
consumo de 30,53, 31,24, 31,97, 32,69 e 33,42 m®s™' indicados pelas curvas azuis,
vermelhas, rosas, verdes e roxas respectivamente. (a) treinamento, (b) teste e (c)
O]V 7= Lo J 79

Figura 5.15: Valores da frequéncia de bias (viés) dos modelos RNA para os limites
de consumo de 30,53, 31,24, 31,97, 32,69 e 33,42m®™" indicados pelas curvas
azuis, vermelhas, rosas, verdes e roxas respectivamente. (a) treinamento, (b) teste e
(o) I o1 (=277 1T T JR PRSPPI 81

Figura 5.16: Valores da probabilidade de deteccao (POD), linha azul, a taxa de falso
alarme (FAR), linha vermelha, indice critico de sucesso (CSI), linha rosa, e



probabilidade de falsa detec¢cao (POFD), linha azul claro, para os modelos de RNA
do sistema da Cantareira. (a) treinamento, (b) teste e (C) previséo. ........cccoeeuurnneeee. 83

Figura 5.17: Evolucao temporal do consumo de agua para os modelos RNA-IP-1 e
RNA-IP-2, onde a linha azul é o consumo observado, linha vermelha é o consumo
previsto pelo RNA-IP-1 e linha verde modelo RNA-IP-2. a) treinamento, b) teste e c)
O]V 7= Lo J 85

Figura 5.18: Digrama de espalhamento da série temporal de consumo de agua
observado e estimado pelo: a) RNA-IP-3 - treinamento, b) RNA-IP-4 - treinamento, ¢)
RNA-IP-3 - teste, d) RNA-IP-4 - teste, e) RNA-IP-3 - previsdo e b) RNA-IP-4 -
previsdo. Estdo indicados o ajuste linear (linha vermelha) e o coeficiente de
oo L= 1o Lo X (5 TP 87

Figura 5.19: Evolucao temporal do consumo de agua para os modelos RNA-IP-5 a 8,
onde a linha azul € o consumo observado, linha vermelha é o consumo previsto. a)
treinamento — RNA-IP-5, b) previsdo — RNA-IP-5, c¢) treinamento — RNA-IP-6, d)
previsdo — RNA-IP-6, e) treinamento — RNA-IP-7, f) previsdo — RNA-IP-7, @)
treinamento — RNA-IP-5 e h) previsao — RNA-IP-5. ... 89

Figura 5.20: Valores da probabilidade de deteccao (POD), linha azul, taxa de falso
alarme (FAR), linha vermelha, indice critico de sucesso (CSl), linha rosa, e
probabilidade de falsa deteccao (POFD), linha azul clara, para os modelos de RNA
do setor Itaim Paulista. (a) treinamento, (b) teste e (C) Previsao. .......cccccceveeeriurnnnnen. 95

Figura 5.21: Evolucao temporal do consumo de agua para os modelos RNA-IP-9 a
32 e RNA-IP-33 a 55, onde a linha azul é o consumo observado, linha vermelha é o
consumo previsto por RNA-IP-9 a 32 e linha verde modelo RNA-IP-33 a 55. a)
treinamento € D) PreVISA0. ......uuiviiiiiiiiiiiiieeeeeeeeeeeeeee e 98

Figura 5.22: Evolucao do consumo de agua para os modelos RNA-IP-32, 55, 56 e 57
e consumo observado. a) treinamento € D) PreviSao ... 99

Figura 5.23: Evolucao do erro médio (EM), erro médio absoluto (MAE), erro médio
quadratico (RMSE), coeficiente de correlacao (r) para os modelos RNA-IP-9 a 57. (a)
treinamento (erros); (b) previsao (erros); (c) treinamento (coeficientes) e (d) previsao
(COBTICIENTES). ..ttt ssnnnnnen 101

Figura 5.24: Evolucao exatidao (E) (azul), da freqiéncia de bias (Viés) (vermelha),
da probabilidade de deteccédo (POD) (rosa), da taxa de falso alarme (FAR) (verde
clara), do indice critico de sucesso (CSI) (linha verde) e da probabilidade de falsa
deteccdo (POFD) (roxa) para os modelos RNA-IP-9 a 57. (a) treinamento e (b)
0] =Y/ E7= Lo J 102



LISTA DE TABELAS

Tabela 4.1: Caracteristicas dos sistemas produtores da SABESP na RMSP. Para
cada Sistema Produtor esta indicada sua capacidades de tratamento (m® s™),
producdo (m®*s™) e populagdo. (Fonte: Ginez e Pereira Filho, 2003)..........c.c........... 34

Tabela 4.2: Estacbes de qualidade do ar e estagcdes meteoroldégicas da CETESB
(Figura 3). A letra “x” indica a disponibilidade de uma varidvel meteoroldgica:
temperatura do ar (T), umidade relativa (U), pressao (P), precipitacao (C), vento (V)
e radiacao solar (R). Na ultima coluna estao indicados os respectivos postos de
medicdo do SCOA (Fonte Pereira Filho e Ginez, 2004)............uuuuuuemmmmmmmmmneeennnnnnnnnnns 35

Tabela 4.3: Modelos de RNA MLP para o sistema Cantareira. Va sao as variaveis
antropicas (hora, dia da semana, tipo do dia, estacao do ano), Vm sao as variaveis
meteorolégicas (temperatura, umidade, chuva, pressao, direcao e velocidade do
vento), Q 0 consumo de 4gua € t 0 tEMPO. ....ueeiiiiiieiiiiiiieeee e 46

Tabela 4.4: Modelos de RNA MLP para o setor ltaim Paulista. Va sdo as variaveis
antropicas (hora, dia da semana, tipo do dia, estacao do ano), Vm séo as variaveis
meteoroldégicas (temperatura, umidade, chuva, pressao, direcdo e velocidade do
vento), Q 0 consumo de agua € t 0 tEMPO. .....uuiiiiiiiiiiiiiiie e 46

Tabela 4.5: Modelos de RNA MLP para previsdo 6tima do setor Itaim Paulista. Va
sao as variaveis antropicas (hora, dia da semana, tipo do dia, estacdo do ano), Vm
sdo as variaveis meteoroldgicas (temperatura, umidade, chuva, pressao, direcao e
velocidade do vento), Q o consumo de agua e t o tempo. Previsdo com memoaria de
2 1EMPOS ANTEIIOTES ...ttt e e e e e e e e e e e e e e e nnnnne s 47

Tabela 4.6: Modelos de RNA MLP para previsdo 6tima do setor Itaim Paulista. Va
sao as variaveis antropicas (hora, dia da semana, tipo do dia, estacdo do ano), Vm
sdo as variaveis meteoroldgicas (temperatura, umidade, chuva, pressao, direcao e
velocidade do vento), Q o consumo de agua e t o tempo. Previsdo com memoria de
O (=T a g oo =T (=] o] = PP 48

Tabela 4.7: Tabela de contingéncia para contagem dos dados previstos e
observados do CONSUMO A€ AQUAL. ...oeeiuuueiiiiieee e et e e e e e e e e e e e nnneeeeas 50

Tabela 5.1: Caracteristicas dos sistemas produtores da SABESP na RMSP entre
2001 e 2005. Estao indicados, o numero de dados, as médias, desvios padrao,
minimos e maximos de consumo de 4gua (M? S7)......coeieieeieeeeeeeeee e, 56

Tabela 5.2: Correlacao de variaveis meteoroldgicas, temperatura (T), umidade (UR),
chuva (R), presséao (P), direcao do vento (Dir) e velocidade do vento (Vel), consumo
de agua (Q), hora (H), dia da semana (DS), estacédo do ano (EA) e tipo do dia (TD)
do setor Itaim Paulista para identificar as melhores variaveis para uma previséo de
consumo de agua. Os valores em azul correspondem a valores maiores 0,10 e a
coluna cinza indica as correlagées com a variavel de interesse o consumo (Q)....... 73

Tabela 5.3: Correlacao de variaveis meteorologicas, temperatura (T), umidade (UR),
chuva (R), pressao (P), direcao do vento (Dir) e velocidade do vento (Vel), consumo



de 4gua (Q), hora (H), dia da semana (DS), estacédo do ano (EA) e tipo do dia (TD)
para ETA Cantareira para identificar as melhores variaveis para uma previsdo de
consumo de agua. Os valores em azul correspondem a valores maiores 0,10 e a
coluna cinza indica as correlagbes com a variavel de interesse o consumo (Q)....... 73

Tabela 5.4: Valores de Erro Médio Absoluto (MAE), Erro Médio (EM), Erro Médio
Quadratico (RMSE) e Coeficiente de correlagéao (r) para o treinamento dos modelos
de RNA’s do sistema produtor da Cantareira. A coluna vermelha s&o os piores
valores e a coluna azul 0s Melnores Valores. .........cuuvvvviiiiiiiiiiiiiiiieeeeeeeeeeeeeeeeeeeeee 76

Tabela 5.5: Valores de Erro Médio Absoluto (MAE), Erro Médio (EM), Erro Médio
Quadratico (RMSE) e Coeficiente de correlacao (r) para o teste dos modelos de
RNA’s do sistema produtor da Cantareira. A coluna vermelha apresenta os piores
valores e a coluna azul os melhores resultados. .........coovvevviiiiieieiiiiieieeeeeeeeeeeeeeeeeee 76

Tabela 5.6: Valores de Erro Médio Absoluto (MAE), Erro Médio (EM), Erro Médio
Quadratico (RMSE) e Coeficiente de correlacao (r) para a previsdo dos modelos de
RNA’s do sistema produtor da Cantareira. A coluna vermelha s&o os piores valores
e a coluna azul 0s MelNOres Valores. ...........ooiiiiiiiiiiii e 76

Tabela 5.7: Modelos de RNA’s que tiveram os menores e maiores valores de
Exatidao (E), e a faixa de porcentagem de valores previsto corretamente , para o
treinamento, teste e previséo, do sistema produtor da Cantareira. ........cccccceeeeeennnee 80

Tabela 5.8: Modelos de RNA’s que tiveram valores subestimados ou
superestimados devido a avaliacdo da freqtiéncia de bias (viés), para o treinamento,
teste e previsao, do sistema produtor da Cantareira.........ccccceeeevevveeeieeieeeeeeeeeeeeeee 82

Tabela 5.9: Média do POD, FAR, CSI e POFD, para o treinamento, teste e previsao.
As células em azul indicam os melhores resultados, e as vermelhas os piores........ 84

Tabela 5.10: Valores de Erro Médio Absoluto (MAE), Erro Médio (EM), Erro Médio
Quadratico (RMSE) e Coeficiente de correlacdo (r) para o treinamento, teste e
previsao dos modelos RNA-IP 1, 2, 3 e 4 do setor Itaim Paulista. A coluna vermelha
sd0 os piores valores e a coluna azul os melhores valores.........cccoeeeeeeeveeeeiiiiceeennn. 90

Tabela 5.11: Valores de Erro Médio Absoluto (MAE), Erro Médio (EM), Erro Médio
Quadratico (RMSE) e Coeficiente de correlagdo (r) para o treinamento e previsao
para os modelos RNA-IP 5, 6, 7 e 8 do setor Itaim Paulista. A coluna vermelha sao
(oS ][0 (=S JV 7= (o =T PSP 91

Tabela 5.12: Valores de Exatidao (E) e o limite utilizado para o treinamento, teste e
previsdo dos modelos RNA-IP-1 a 8. Os numeros em vermelhos sdo os menores
valores e os azuis os melhores. A célula cinza apresenta valores abaixo de 90%. ..92

Tabela 5.13: Valores de frequéncia de bias (Viés) e o limite utilizado para o
treinamento, teste e previsao dos modelos RNA-IP-1 a 8. Os numeros em vermelhos
sdo os menores valores que ocorreram, e em azul os maiores. A célula cinza escura
mostra os valores <0,5, a amarela =1 e cinza claro valores >1. ........ccccccvvvvviiiinnnnns 93



Tabela 5.14: Média do POD, FAR, CSI e POFD, para o treinamento, teste e
previsdo. As células em azul indicam os melhores resultados, e as vermelhas os
01 0T T 96

Tabela 5.15: Média do E, Viés, POD, FAR, CSI e POFD, para o treinamento, teste e
previsdo. As células em azul indicam os melhores resultados, € as vermelhas os
0] 0] {1 104



LISTA DE ABREVIATURAS E SIGLAS

AR — Auto Regressivos

ARIMA — Auto-Regressivo Integrado de Média Movel
BIAS — FrequUéncia de Bias

BJ — Box & Jenkins

C — Cantareira

CETESB — Companhia de Tecnologia de Saneamento Ambiental
CORR — Coeficiente de correlacao

csl — Indice Critico de Sucesso

CT — Consumo de Agua total

DAEE — Departamento de Aguas e Energia Elétrica
DAN2 — Rede Neural Dindmica

Dir — Direcao do Vento

DS — Dia da Semana

E — Exatidao

e(t) — Mapeamento do erro

EA — Estacado do Ano

EM — Erro Médio

EQM — Erro Quadratico Médio

ETA — Estacdo de Tratamento de Agua

f — Funcao

f(.) — Funcéo de Transferéncia

FAR — Taxa de Falso Alarme

FCTH — Fundacao Centro Tecnol6gico de Hidraulica
FFNN — Rede Neural de Retro Alimentacéao (feedforward)
Onon — Funcao de mapeamento néo linear;

GRNN — Rede Neural de Regressao Generalizada

H — Hora

hab. — Habitantes

1A — Inteligéncia Artificial

IAG — Instituto de Astronomia, Geofisica e Ciéncias Atmosférica

IBGE — Instituto Brasileiro de Geografia e Estatistica



IFCS

IP
l/d/pessoa
LF
LLSSIM
MAE

MLP

MLR

MSE

rmse
RMSP
RNA
RNB
RTAT
SABESP
SAM

Intelligent Forecasters Construction Set
Itaim Paulista

Litro/dia/pessoa

Légica Fuzzy

Linear Least Squares Simplex

Erro Médio Absoluto

Percepton Multilayer

Regresséao Linear Multipla

Mean Square Error

Numeros de entradas

Numeros de saidas

Erro Médio Quadratico Normalizado
Organizacao das Nacdes Unidas
Presséo

Produto Interno Bruto

Probabilidade de Deteccao
Probabilidade de Falsa Deteccao
Consumo de Agua

Coeficiente de correlacéo

Radiacao Solar

Chuva

Coeficiente de determinacéao

Rede Neural de Base Radial
Regresséao Linear Multipla

Erro Médio Quadratico

Raiz Quadrada do Erro Médio
Regidao Metropolitana de Sao Paulo
Rede Neural Artificial

Redes Neurais Biol6gicas

Rede Telemétrica do Alto Tieté
Companhia de Saneamento Basico do Estado de S&o Paulo
Sistema Adutor Metropolitano ou Sistema Integrado de

Abastecimento de Agua da Regido Metropolitana de Sao



SCADA
SCOA

Sh

T

t

D

t(p)

UR

Vv

Va

Vel

Vm

Wy, ..., W,
WDF-ANN
X

X1y «aey Xn

y

Paulo

Supervisory Control and Data Acquisition System
Sistema de Controle do Abastecimento
Sinal de entrada efetivo

Temperatura do ar.

Tempo

Tipo do Dia

Saida da rede

Umidade Relativa

Vento

Variaveis Antropicas

Velocidade do Vento

Variaveis Meteoroldgicas

Pesos sinapticos

Water Demand Forescast using Artificial Neural Network

Variavel independente
Sinal de entrada
Variavel dependente



SUMARIO

g IR 1N 5 T0] 0100 Yo X 1
2. OBUETIVOS.....ooiiiiiiiiieemmnnn s sssssssssssss s s s s sssmss s s s e s s ssmmnn s s s s e nnsnsssnnmnnnnsnnnss 5
P TR L I | (07 ) I 7 5
3. REVISAO BIBLIOGRAFICA.........onerurereeresessssessssssesessssssessssssesssssssssssssssssasaens 8
3.1. Previsdo de Demanda.............. P 8
3.1.1. Previsdo de Demanda de AQUa ............uuuuuuummmmimmmiiiiiiiiiiiieiiineeineneaeennennnees 10

3.2. Redes Neurais ArtifiCiaiS.......coueuuuuiiie e 17
3.2.1. Modelos de Rede Neural Atrtificial para demanda de agua....................... 22

4. DADOS E METODOLOGIA ........ccocicccmmmmmerrrrssssssssssmmsssssesssssssssssmmssssssssssssssssnnnnns 31
A1, ATEA AE ESTUAO ..ottt ettt ettt et et ee et ee e et eae e enees 31
4.1.2. Consumo da RMSP.......oo e 32

V2 D F-=To (o T 1 1 {1 =T [0 1< 0PSRNt 35
4.3. Redes Neurais ArtifiCiaiS.......couuuuuiiiie i 37
4.3.1. FOIMUIAGOES ...t nnnne 37
4.3.2. Algoritmo de treina@mento ..........cceeiiiiiiiiii 40

4.4. Previsao de Demanda de AQUA ..........uuuueeeiiueiieiiiiiiiiiiiieeeeeeeeseesesesensennesssnnnnnnes 44
4.5. Critérios de AVAlIAGAOD ... ..uuvureieiiiiiiiiiiiiiietiettteeteeeeeaeaeeaeaeeaseeeaeeesssnsnnnsnsssnsnnnnnne 48
5. RESULTADOS........cooiiiinnmmmnnnrninsssssssnsnsss s s ss s s ssssmmss s s s s sssssssssssmmnssssssnssssssssnnnnns 52
5.1. Andlise dos dados diSPONIVEIS. .......ccoiuiiiiiiieee e 52
5.2. Analise dO CONSUMO 0 AQUA......cciiiiiiiieiiiiieee ettt e e e e e e e e e 60
5.3. Analise do consumo de agua comparadas as variaveis meteoroldgicas........ 68
5.5. Analise utilizando Rede Neural Artificial ........coovvvvveiieiiiiiiieeeeeeeeeeee 75
5.5.1. ETA CaNtar€ira........uuuuuuuuueeiiiiiiiiiiiieiisaaesaansssssssssssssassssssssssssssnssssssnssnnnnnnnes 75
5.5.2. HaIM PaUliSaA...ceueeieeieeeeeeeee e 84

6. CONCLUSOES E RECOMENDAGOES. ........coeveurereearesesesssesesssssesssssessssaseseans 105
B.1. CONCIUSOES ...t e e ettt e e e e e e e e e e e e e e e e e e e e e eesnnnnaaas 105
6.2. Recomendagdes para trabalhos futuros ... 110
7. REFERENCIAS BIBLIOGRAFICAS.........cccoeurerecurerecsesesessaseresasasessasssesssaseneans 111



1. INTRODUGAO

A &gua é essencial a vida, sendo um elemento necessario em quase todas as
atividades humanas. Neste contexto, destacam-se a geracado de energia elétrica,
uso doméstico, uso industrial, irrigacdo, navegacao, recreagdo, aquicultura,
piscicultura, pesca e também, para assimilacdo e afastamento de esgotos (Setti et
al., 2001). A disponibilidade de agua em quantidade e qualidade representa um dos
principais desafios em areas urbanas brasileiras, principalmente nas grandes
metrépoles. A crescente demanda de agua e o risco de desabastecimento estdo
associados ao aumento da populacado urbana. Muitas metrépoles brasileiras tém
crescido desordenadamente; coberturas vegetais sdo removidas e solos séo
impermeabilizados; em conseqiéncia, surgem alteracdes hidrologicas (Setti et al.,
2001) e meteoroldgicas tais como o aumento, da temperatura do ar e de riscos de
enchentes (Pereira Filho, 1999). Esses fatores também influenciam o consumo de
agua (Pereira Filho et al., 2004a).

A ocupacédo de areas de protecao de mananciais deteriora a qualidade da agua e
impde riscos adicionais ao abastecimento urbano (Teixeira, 2000). O espaco
geografico influencia o uso da agua. Diferencgas climaticas, geoldgicas, topograficas
e outras existem entre regides e podem alterar a sua quantidade e qualidade
(Giansanti, 1993). O planejamento do uso da agua faz-se necessario por causa da
demanda populacional crescente e disponibilidade de recurso na natureza. A
producdo de agua é variavel no tempo e no espago. As reducdes de perdas nos
sistemas de distribuicdo de agua e do desperdicio resultam em uma economia
consideravel de agua (Zahed Filho, 1990).

Os usos, domésticos, comerciais, publicos e industriais da agua nas cidades, vilas e
pequenos nucleos urbanos sdo considerados urbanos. A demanda urbana de agua
€ constituida pelo uso que se refere as atividades que dao origem ao ndcleo urbano:
industria, comércio, prestacdo de servicos publicos e privados. Os sistemas de

abastecimento urbanos distribuem agua para diversos usos que variam do consumo



humano ao controle do fogo, e dos processos industriais a irrigacao de jardins (Setti
et al.,2001).

A operacao dos sistemas de abastecimento e distribuicdo de agua € um dos
componentes principais deste consumo de agua. A operagdo desses sistemas
requer ajustes frequentes em resposta a variagdo da demanda, a fim de minimizar
os custos da distribuicdo (Zahed Filho,1990). A demanda varia ao longo do tempo.
Por exemplo, ela depende da hora do dia, do dia da semana, do més e da estacao
do ano. Essas variacoes podem ser afetadas pelas condicbes meteoroldgicas,
feriados e atividades domeésticas e industriais (Mukhopadyay et al., 2001).

A demanda de agua depende ainda de fatores como o tamanho da cidade,
caracteristicas da populacdo, natureza e tamanho dos estabelecimentos comerciais
e industriais e do custo do abastecimento. Nas uUltimas décadas, houve um aumento
no desenvolvimento de modelos estocasticos, tipicamente de regressdo multipla e
de série temporal, para previsdo do consumo urbano de agua. Séries temporais de
consumo urbano de agua anual tém sido relacionadas a populacao, a renda familiar,
ao preco da agua, a chuva, a temperatura do ar e a evaporagdo (Wong, 1972;
Young,1973; Willsie e Pratt, 1974).

A escassez de recursos hidricos para abastecimento urbano atinge varias cidades
particularmente as regides metropolitanas, e essa situacdo ndo € diferente na
Regidao Metropolitana de Sdo Paulo (RMSP). As cidades que cresceram na bacia do
Alto Tieté sao atualmente atendidas por sistema de abastecimento de forma limitada
(Teixeira, 2000). O crescimento populacional e a expansao urbana caobtica
restringem as proje¢cdes de demandas futuras (Secco, 2002). Nos anos 80 e 90,
investimentos limitados em projetos de abastecimento resultaram no rodizio de agua
na RMSP. Nessa época, um plano diretor metropolitano foi elaborado para o
abastecimento de agua com base nas projecdes dos censos do Instituto Brasileiro
de Geografia e Estatistica (IBGE). Esse plano permitiu o fim do rodizio em meados
de 1988, mas ainda remanesceram algumas dificuldades relacionadas a acidentes e
a manutencao da malha adutora (Secco, 2002).



Em 2000, houve uma reducdo dos indices pluviométricos na RMSP. A estiagem
prolongada de meados de 2000 provocou o racionamento no sistema Alto Cotia, e
depois, no sistema Guarapiranga. Este fato se agravou no segundo semestre de
2001 e afetou também o sistema Cantareira, que atende 55% da demanda de agua
na RMSP (Secco, 2002). Os niveis operacionais das represas desse sistema
atingiram os menores valores na histéria do abastecimento da RMSP, devido a
reducao dos indices pluviométricos.

No periodo de 2003 a janeiro de 2004, o volume de agua nas represas do Sistema
Cantareira foi 0 menor de quase 70 anos. Por outro lado, nos ultimos dias de janeiro
e nos primeiros dias de fevereiro de 2004, houve véarias enchentes na RMSP, mas
mesmo assim, os niveis dos reservatérios nao subiram acentuadamente. Esse fato
se deve aos eventos serem locais e provocados por ilhas de calor e circulacao de
brisa maritima (Pereira Filho et al., 2004b). A ilha de calor gera circulagbes que
convergem sobre o centro urbano e, assim, com a umidade suprida pela brisa do
mar, ha uma maior freqiéncia de chuvas sobre a RMSP (Pereira Filho, 1999; Borges
e Pereira Filho, 2000) e menos sobre as bacias que suprem o0s mananciais do
sistema de Abastecimento da Companhia de Saneamento Basico do Estado de Séo
Paulo (SABESP).

Desta forma, o gerenciamento da agua na RMSP requer um sistema de informacéao
e diagndstico de prognostico para orientar as tomadas de decisdo. Nesse sentido,
questdes tais como: quais os impactos das condi¢cdes meteoroldgicas no consumo,
quais as caracteristicas do consumo regional e em que dias da semana a demanda

€ maior ainda requerem maior analise.

A previsdao de demanda também é um fator importante para o gerenciamento do
consumo de agua, principalmente quando se pretende criar ou expandir um sistema
de abastecimento urbano. Existem varios métodos de previsao de demanda, porém,
métodos que utilizam Redes Neurais Artificiais — RNA ainda existem poucos na
literatura (Adamowski,2008, Mingqi, 2009). A principal motivacdo para o uso de
RNA’s é a necessidade de desenvolver modelos de previsdo de demanda de agua
para sistemas urbanos de abastecimento como metodologias especificas para
problema de previsdo no Brasil especificamente para RMSP. Por esta razéo, que



estudar os principais efeitos das varidveis socioambientais e meteorolégicas e o
desempenho do uso de RNA’s sdo as principais motivagdes nesta tese. O trabalho
visa fazer uma previsdo da demanda de agua em sistemas urbanos de
abastecimento, usando a técnica de redes neurais artificiais para obter resultados

mais confiaveis e precisos em previsoes de curto prazo.



2. OBJETIVOS

O principal objetivo do trabalho é desenvolver um modelo de previsdo de demanda
de agua a curto prazo para sistemas de abastecimentos urbanos, por meio de redes
neurais artificiais (RNA), considerando a escala de discretizagdo horéaria. O trabalho
de pesquisa envolve estudos na area de RNA e a analise das variaveis que

influenciam na demanda.

Pretende-se, com este estudo, verificar 0 desempenho das redes neurais artificiais
em prover progndsticos confiaveis de valores futuros de demanda de agua. Para o
estudo de caso do modelo de RNA proposto, foi utilizado como entrada um conjunto
de dados observados de consumo de agua obtidos do Sistema Adutor Metropolitano
de Séo Paulo.

2.1. JUSTIFICATIVA

Face a crise de abastecimento de agua nas grandes metropoles, ha necessidade de
se prever o consumo de agua, para melhorar e otimizar a operacao de sistemas de
abastecimento. O clima influencia os seres vivos, sabendo-se que, num dia de altas
temperaturas o consumo de agua tende a aumentar (Pereira Filho et al. 2004a). Por
outro lado, depois de uma tempestade associada a enchentes, o consumo também
aumenta. Outro fato relacionado a chuva é o aumento do consumo apds um periodo
continuo de chuva e a chegada do sol, quando as pessoas aproveitam para lavarem
roupas, carros e calgcados. Dessa forma, uma avaliacdo de quais variaveis
hidrometeoroldégicas podem afetar mais o consumo de agua da RMSP seria muito
util, podendo inclusive ser variaveis de entrada para ativar uma Rede Neural Artificial
(RNA). As RNA’s tém sido utilizadas com sucesso para modelar relagbes
envolvendo séries temporais em varias areas (VEMURI, 1994). O sucesso das RNA
para modelar sistemas dinamicos em varios campos da ciéncia e da engenharia

sugere que ela seja uma boa solucéo para o problema de previsdo do consumo de



agua. A RNA aprende e, portanto generaliza 0 que se torna uma vantagem em
relacdo aos modelos tradicionais de modelagem de consumo de agua. Além disto,
depois de treinada para operar em um sistema especifico, a RNA pode facilmente
ser novamente treinada para lidar com pequenas modificacbes nas condi¢des

operativas do ambiente (Santos, 2001).

O principal objetivo de uma empresa de abastecimento urbano de agua é combinar
0 abastecimento e a demanda em um servico aceitavel aos consumidores. Para que
iSsO ocorra sao necessarios ajustes muito freqlientes em resposta as variacées da
demanda a fim de minimizar os custos. A variacdo da demanda esta relacionada
com o periodo do dia, dia da semana, més e a estagdo do ano. Além disso, 0
consumo varia nos fins de semana e dias de feriados, de acordo com as atividades
domeésticas e industriais regulares dos consumidores. O prognéstico considera os
fatores anteriores, que s&o necessarios para otimizacdo do sistema em periodos
sucessivos de controle. Freqientemente, os operadores do sistema fazem isto
fundamentado na experiéncia pratica. Usam informacdo como o dia da semana,
hora do dia, eventos especiais (feriado, um evento esportivo), do dia anterior e de
consumos da hora anterior. Somente recentemente a andlise entre consumo de
agua e dos dados climaticos monitorados pelas empresas comegaram a ser utilizada
para previsao (Mukhopadhyay et al., 2001; Zhou et al., 2000).

Os principais fatores associados a definicdo do consumo sdo: posicao econdmica e
social dos consumidores, tipos de residéncias, uso do solo, as caracteristicas das
instalacdes hidraulicas individuais, método de medida de consumo, preco da agua e
as condigdes climaticas. Desta forma, o uso das variaveis climaticas para auxiliar na
previsao inclui um trabalho adicional que é o de desenvolver modelos de previsao
utilizando variaveis climaticas que possam melhorar a previsdo do consumo. Assim,
a vantagem de utilizar as variaveis climaticas como entrada da RNA é que elas
podem auxiliar e melhorar a previsdo. Segundo Zahed Filho (1990), a nao
linearidade das equagdes fisicas envolvidas na otimizacdo de redes de aducéo, a
dificuldade na obtencéo de curvas reais de custo e a dimenséo e complexidade dos
sistemas tém sido empecilhos para a obtencdo de um modelo eficaz que faca
prescindir o julgamento e a experiéncia do operador. Neste caso, a RNA pode

tornar-se uma boa ferramenta para auxiliar nas tomadas de decisbes, pois tem a



vantagem de ser uma estrutura matematica n&o-linear capaz de arbitrariamente
representar processos nao-lineares que relacionam entradas e saidas de um
sistema (HAYKIN, 1994). As RNA permitem modelar processos que envolvem séries
temporais que envolvem sinais de entrada e saida que apresentem alguma
complexidade (VEMURI, 1994). Desta forma, o sucesso das RNA em muitos campos
da ciéncia e da engenharia sugere sua aplicabilidade, também, na previsdo do
consumo de agua, especialmente nos casos onde o conhecimento dos processos
seja muito limitado. A elaboracédo de uma RNA com o objetivo de ajustar a tendéncia
do crescimento ou da reducéo da curva do consumo em que admita a linearidade da
variagcao do consumo com o tempo, para um periodo futuro, em que a informacao do
instante atual e de um instante anterior seja utilizada é que as curvas de consumos
séo claramente nao lineares e a RNA utiliza fungbes que conseguem ajustar isto.
Outra vantagem é que depois de estudos realizados para uma determinada regiao,
esta rede podera ser adaptada rapidamente para outras regioes.

Outras vantagens das RNA’s , de grande valor, para modelagem da previsao sao:

e as redes neurais sd0 mais apropriadas para problemas de previsdo dinamica,
porque o0s pesos envolvidos podem ser atualizados quando observagdes
recentes estao disponiveis;

e pequenos erros na entrada ndo produzem mudancas significativas na saida por
causa do processamento distribuido;

e elas armazenam em registros os dados criados, nao sendo necessario guardar
na memoéria todos os dados processados anteriormente e

e elas ndo requerem qualquer outro dado de entrada a nao ser aqueles vetores de

entrada e saida necessarios ao treinamento.



3. REVISAO BIBLIOGRAFICA

Este capitulo tem o objetivo fornecer subsidios que fortalecam a importéncia da
previsdo de demanda através de Redes Neurais Atrtificiais (RNA), apresentando
alguns trabalhos relevantes a esta pesquisa.

3.1. Previsao de Demanda

A previsdo € a estimativa de um valor ou varidvel num tempo futuro utilizando dados
anteriores (Martins e Laugeni, 1999), sendo que as previsbes de demanda sao
fundamentais para auxiliar na determinacdo dos recursos necessarios para uma
empresa. A demanda é a quantidade de insumo que um consumidor adquire por
determinado preco em determinado periodo de tempo. A escolha do método a ser
adotado para a previsdao de demanda depende da natureza do produto e de varios
fatores, tais como disponibilidade de dados histéricos, horizonte de previsao a longo,
médio ou curto prazo, precisdo necessaria, orcamento disponivel e padrdao dos
dados existentes (sazonal, ciclico ou tendéncia) (DAVIS et al., 1997). As etapas para
um modelo de previsao de demanda sao:

e objetivo do modelo;

e coleta e analise dos dados;

e selecao da técnica de previsao;

e obtencao das previsdes e

e monitoracao do modelo.

As técnicas dos modelos de previsao podem ser de duas categorias:
e qualitativos e

e quantitativos.

As técnicas qualitativas estdo baseadas em estimativas e opinides de especialistas,
sendo utilizadas quando ndo existem dados, e as quantitativas sdo usadas para



definir explicitamente como a previsdo é determinada. A légica é claramente
determinada, e as operagdes sdo matematicas. Dois tipos basicos de modelos sédo
usados: os de séries temporais e causais. As técnicas de séries temporais utilizam
dados histéricos de demandas como base na determinacao de padrdes que podem
ser repetidos no futuro. Ja os modelos causais buscam relacionar as demandas
(variavel dependente) com outros fatores tais como, PIB, inflacdo, clima, e perfil de
populacédo, denominados variaveis independentes. A figura 3.1 mostra as técnicas
dos métodos quantitativos e qualitativos e alguns de seus modelos.

PREVISAO
METODOS METODOS
QUANTITATIVOS QUALITATIVOS
—‘ DELPHI ‘
SERIES MODELOS —| PESQUISA DE MERCADO ‘
TEMPORAIS CAUSAIS
—|PROJE(_;.ﬁO DE I]EMAN[IA‘
—| ME DIA MOVEL | —{ REGRESSA0 LINEAR |
—| AJUSTE EXPOHEHCIAL | —| RE GRESSA0 MULTIPLA |
—| BOX & JEHKINS | —||NTEUGE NCIA ARTFICIAL|
REDE LOGICA ALGORITMOS
HEURAL FUZZY GENETICOS

Figura 3.1: Métodos quantitativos e qualitativos e alguns de seus modelos (adaptada
de Trautwein Junior, 2004).

Os modelos quantitativos utilizam os histéricos de informacdes disponiveis e sdo os
mais usados como ferramenta de apoio e suporte a decisao. Os dados histéricos da
demanda tém quatro componentes (Shafer and Meredith, 1998):
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1. tendéncia é a direcdo a longa distancia da série, incluindo qualquer
quantidade constante de demanda nos dados;

2. variagao sazonal sao flutuacdes regulares que se repetem em periodos
quase sempre coincidindo com o calendario anual, mensal ou semanal;

3. variagao ciclica: ébvia somente em séries que transpéem varios anos; um
ciclo pode ser definido como uma oscilacdo de longo-prazo, ou um
impulso de dados sobre a linha de tendéncia durante um periodo de pelo
menos trés periodos completos; e

4. variagao aleatéria, as variagdes desse tipo sdo sem uma causa especifica

e sem um padréo, portanto sdo tratados como erros aleatérios.

3.1.1. Previsido de Demanda de Agua

As variacoes de demanda dependem do consumo de agua, ou seja, a quantidade de
agua consumida, mais as perdas ocorridas no sistema. Desta maneira, € importante
estudar o histérico do consumo, porque, através do historico, € possivel construir
curvas tipicas de consumo e obter parametros inerentes ao consumo dos setores de

abastecimento que subsidiam os modelos de previsdo de demanda.

A quantidade de agua consumida em um sistema de abastecimento varia
constantemente com o tempo. A previsdao de demanda pode ser de longo ou curto
prazo. A previsdao de longo prazo esta associada aos parametros que colaboram
para planejar projetos de novos sistemas. A operagdo em tempo real esta associada
a previsao de curto prazo.

Segundo Tsutiya (2006) existem varios fatores que afetam a quantidade de agua

consumida e os mais importantes sao:

— localidade;

— condicoes climaticas;

— habitos e padrao de vida da populacgao;
— natureza da cidade;
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— sistema de fornecimento e cobranca (servico medido ou n&o);
— qualidade da agua fornecida;

— preco da agua (tarifa);

— pressao na rede distribuidora;

— consumo residencial, comercial, industrial e publico;

— perdas no sistema;

— existéncia de rede de esgotos e

— outros fatores.

O consumo de agua tem variagdes que sao:

e anual: o consumo tende a crescer com o decorrer do tempo, devido ao
aumento populacional;

e mensal: as variacdbes que ocorrem ao longo dos meses. Esse fator esta
intimamente ligado ao clima, ou seja, a sazonalidade;

e (diaria: sdo as variacées de consumo que ocorrem no dia a dia

e horaria: sdo as variagbes que ocorrem nas diversas horas do dia e,

e instantdnea: sdo as variacées que ocorrem devido a acidentes nao previstos,

tais como, incéndios, vazamentos, manutencao da rede, entre outras.

Balling Jr. e Gober (2007) estudaram o consumo de agua anual no periodo entre
1980 e 2004 na cidade de Phoenix, Arizona, e verificaram que o consumo foi
influenciado por variaveis climaticas. A correlacdo entre o uso de &gua, a
temperatura média anual, precipitacéo total anual e valores do indice médio anual de
seca hidrolégica de Palmer foram +0,55, -0,69, -0,52, respectivamente, durante o
periodo de estudo. O consumo anual de agua aumenta com temperatura alta, baixa
precipitacdo e tempo seco. A andlise multivariada, utilizando dados climaticos
mensais, indica que o consumo de dgua anual é controlado na maior parte do tempo
pelo tempo seco, as temperaturas de outono, e precipitacdo do verao. Coeficientes
do modelo indicam que as condicbes de temperatura, precipitacdo e / ou seca
certamente impactam no consumo de agua, embora o valor da resposta do consumo
de agua anual as mudangas no clima foi relativamente baixa para um ambiente
urbano em que a maioria de consumo de agua residencial foi consideravel para fins

externos, ou seja, sao utilizadas nos sistemas de irrigacdo mecanica ou rega, devido
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ao fato de Phoenix ser uma cidade arida. Entdo o clima e o consumo da agua estao
ligados por um conjunto complexo de processos comportamentais, sobre os quais
sabemos muito pouco, mas que Sao cruciais para a concep¢ao de programas para o

uso mais eficiente da agua na area urbana.

A demanda de agua é controlada pelas variacoes diaria, semanal e ciclos sazonais.
Existe um grande numero de pesquisas realizadas que tratam da modelagem anual
ou mensal do uso urbano da agua, sendo que estudos para o uso diario existem
poucos. A principal aproximacao feita na modelagem do uso diario da agua é dividir
0 uso total da agua dentro do tempo para analisar 0 uso em relacao a sazonalidade
e a nao susceptibilidade ao tempo.

Zhou et al. (2001) estudaram a estimativa do intervalo médio da recorréncia do
consumo de agua maximo diario para um, dois, trés e cinco dias consecutivos, para
a cidade de Melbourne (Australia). A série do consumo diario foi obtida supondo o
consumo médio de 356 litros por pessoa por dia. O estudo envolveu trés etapas:
calibracdao de um modelo de simulacdo de demanda de agua diario para 0s meses
de maior consumo, estimativa do consumo de agua para uma série temporal e, por
fim, o célculo do intervalo médio de recorréncia dos eventos extremos. A concluséao
dessa pesquisa foi que a aproximagao deterministica/probabilistica da variacao das
curvas de freqUéncia para a area de Melbourne, podem ser usadas para melhorar as
estratégias do abastecimento de agua que dependem das estimativas da demanda.
Dessa forma, as variaveis do tempo sdo essenciais para explicar as diferencas no

consumo da agua de ano para ano.

Para prever o consumo diario de agua, Zhou et al. (2000) criaram um modelo com
base num conjunto de equacdes que representam os efeitos de quatro fatores: a
tendéncia, a sazonalidade, a correlacédo e auto-correlagcéo climatica. O uso basico da
agua foi estimado pelos meses de menor consumo. A tendéncia do consumo basico
a longo prazo, de ano para ano, foi representada por uma funcao polinomial
dependente do tempo. O uso sazonal foi modelado pela sazonalidade climatica e por
componentes de permanéncia considerando os seis meses de verdao e de inverno

separadamente. O modelo desenvolvido foi testado usando um procedimento de
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validagéo cruzada, e uma série de dados independentes durante o periodo do veréo.
A eficiéncia do modelo foi R?=89,6% e erro padr&o foi de +8 considerado aceitavel.

Considerando ainda a previsdao do consumo diario, Maidment et al. (1985)
desenvolveram um modelo de previsdo de curto prazo baseado na analise de uma
série temporal utilizando o modelo de Box/Jenkins. O modelo baseia-se em trés
proposicoes: (1) o consumo total pode ser dividido em consumo basico, que é
consumo nao suscetivel ao tempo e observado como o consumo médio nos meses
de inverno, e o consumo sazonal, que € suscetivel ao tempo e observado como a
diferenga entre 0 consumo bésico e o consumo total durante os outros meses do
ano; (2) na auséncia de chuva, o consumo sazonal segue uma caracteristica padrao
durante o0 ano que é dependente das condicdes de temperatura; e (3) a ocorréncia
de chuva causa uma queda imediata no consumo sazonal que diminui gradualmente
no decorrer do tempo. Os dados utilizados no modelo foram os dados diarios de
Austin, Texas, do periodo de 1975-1981 que correspondem a 97% da variacao do
consumo de agua diario municipal durante o periodo e as previsdes do consumo

diario foram realizadas para um prazo de duas semanas.

Maidment e Miaou (1986) aplicaram a metodologia de Maidment et al. (1985) para o
consumo diario em nove cidades, trés na Florida, trés na Pensilvania, e trés no
Texas. O coeficiente de determinacdo R? para as nove cidades foram em média 0,96
no Texas, 0,73 na Florida, e 0,61 na Pensilvania. Eles concluiram que, como
proporcao do consumo médio anual, o consumo sazonal médio para as trés cidades
em cada estado foi de 23% no Texas, 15% na Florida, e 5% na Pensilvania. A
resposta do consumo de dgua em relacdo a chuva e a temperatura do ar foi similar
para as cidades no interior de cada estado. Nas funcdes de resposta existiu um
pequeno impacto em relacdo ao tamanho da cidade. A resposta do consumo agua
em relacao a chuva primeiramente dependeu da ocorréncia da chuva e em segundo
de sua quantidade. Observaram também que existe uma resposta nao linear do

consumo de agua em relacdo as mudancas de temperatura.

A previsdo da demanda de agua, com antecedéncia de 24 h, pode ser executado
por um modelo matematico que combine dados de demanda anterior e outras
informacgdes, tal como previsdes de tempo. Zhou et al (2002) propuseram uma
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metodologia para a previsdo de demanda horaria da agua num intervalo de 24h
usando registros do consumo de agua e de informagéo climatica. O modelo envolve
dois médulos: diario e horario. O mddulo diario € formado por um conjunto de
equacOes que representam os efeitos da sazonalidade, correlacdao climatica, e
autocorrelacdo. O médulo horéario foi desenvolvido para separar a estimativa do
consumo diario do consumo horario. Os modelos foram calibrados utilizando dados
horarios e diarios para um periodo de seis anos, e validados com dados
independentes para um periodo de sete meses. Sobre este ultimo periodo, 0 modelo
de previsao horario explicou 66% da variacao do pico do consumo horario com um
desvio padrao de 162 litro/pessoa/dia.

Estudos mais especificos sobre o efeito das variaveis climaticas foram realizados
separando o ano em duas estacdes: inverno e verdo (Howe e Linaweaver, 1967;
Carver e Boland, 1980). Outros estudos modelaram a sazonalidade utilizando uma
funcéo de regressao para cada més (Morgan e Smolen, 1976; Yamauchi e Huang,
1977; Cassuto e Ryan, 1979). Muitas variaveis foram utilizadas nos modelos para
avaliar o impacto do clima no uso da agua. A temperatura e a precipitacao séo as
duas variaveis meteoroldégicas mais comuns, e possivelmente as mais eficazes
(Morgan e Smolen, 1976; Weeks e McMahon, 1973).

Pereira Filho et al. (2004) avaliaram o consumo de agua em relacdo as variaveis
meteorolégicas observadas na RMSP nos anos de 1999 e 2000. Os resultados
obtidos sugerem que o consumo maximo médio mensal tem correlagdo com a média
mensal da temperatura maxima. Além disso, o consumo médio diario tende a
aumentar com os totais mensais mais baixos da precipitacdo e diminuir com 0s mais
altos. A média mensal dos minimos do consumo apresentou uma relacao ciclica com
a temperatura média minima mensal. Santos et. al. (2006% 2007°) e Santos e
Pereira Filho (2009) também utilizaram dados de chuva, temperatura, umidade e
dias da semana para avaliar o consumo de agua da Regidao Metropolitana de Sao
Paulo.

A maioria das pesquisas a respeito do impacto das mudancas climaticas sobre os

sistemas de abastecimento de agua foram realizados levando-se em conta sistemas
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individuais de modo que suas conclusbes se aplicassem apenas a um sistema
particular. Os avancos recentes da informatica, hidrologia regional e do
entendimento do funcionamento do sistema de abastecimento, permitiram o estudo
da sensibilidade do funcionamento desse sistema em relacdo as mudancas

climaticas de uma forma geral.

Vogel et al. (1997) desenvolveram um modelo hidroclimatolégico regional para bacia
hidrografica no nordeste dos Estados Unidos, que relaciona escoamento anual as
caracteristicas climaticas e geomorfolégicas de 166 estacoes. O modelo
hidroclimatoldgico regional para bacia €, entdo, combinado com a relagdo analitica
entre 0 armazenamento, a confiabilidade, a elasticidade e o rendimento do sistema
de abastecimento de agua. A sensibilidade de varios indices de desempenho do
sistema de abastecimento tais como: o rendimento, a confiabilidade e a elasticidade
do sistema, € derivada em funcdo das condi¢des climaticas, hidroldgicas e do
armazenamento. Os resultados do modelo permitiram determinar a sensibilidade do
comportamento do sistema de abastecimento para o regime das mudancas
climaticas. Os estudos de caso em quatro bacias de Nova lorque e um sistema de
abastecimento de Massachusetts indicam que a aproximagdo anual do modelo
regional simples pode reproduzir os resultados aproximados de um modelo
hidroclimatolégico muito mais detalhado mensalmente.

Gato et al. (2007) utilizaram dados de consumo basico e correlacionaram esses
dados com o dia da semana e os fatores climaticos como temperatura e
precipitacdo. Os resultados revelaram que o consumo basico independe de fatores

climaticos, sendo afetados pelo dia da semana e pelo final de semana.

Zahed Filho (1990) obteve um modelo de previsdo de demandas que permite a
utiizacdo de modelos de otimizacdo da operacdo associados a modelos de
simulacdo do escoamento no sistema. O modelo foi aplicado a alguns reservatorios
do Sistema Adutor Metropolitano de S&o Paulo, onde verificou a precisdo e
colaboracdo no auxilio ao modelo de otimizacdo, quanto a melhora no indice de

atendimento a demanda e na reducao do numero de manobras necessarias.
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Narchi (1987) avaliou a demanda doméstica como principal parcela da demanda
urbana de agua. Ele discutiu a importancia de sua previsdo no planejamento e
projeto de sistemas de abastecimento de agua, apresentando métodos comuns para
essas previsdes. Além disso, apresentou um estudo realizado levando em conta os
consumidores da cidade de Sao Paulo, no qual ajustou um modelo de regressao
entre o consumo doméstico de agua e variaveis como o tamanho e o nivel de renda
da familia e o valor venal e a area construida do imovel. Ele também avaliou o efeito
do preco da agua sobre a demanda doméstica, fazendo estimativas de elasticidade-
preco da demanda, concluindo que a area construida dos iméveis e o tamanho da
familia foram as variaveis que melhor explicaram a demanda doméstica na cidade

de Sao Paulo.

Barreto (2008) realizou um levantamento do perfil do consumo residencial e usos
finais da agua, a partir de uma amostra definida por um conjunto de residéncias,
localizadas na zona oeste da cidade de S&o Paulo. Foram identificados os
consumos diarios desagregados por ponto de utilizacao, que permitiram definir o

perfil de consumo e usos finais.

Secco (2002) apresentou a operagao do abastecimento de dgua da RMSP por meio
de estudos de casos em subsistemas de aducao do sistemas produtores de agua
tratada e do conjunto de fatores que podem ser responsaveis por condicoes criticas
de abastecimento em todas as fases do processo de captacdo, producdo e
distribuicdo. Ela avaliou e propés alternativas de melhoria do sistema por meio de
varios estudos de caso que abordaram o déficit de abastecimento publico da regiéo,
tais como racionamento de agua, deficiéncias estruturais das instalacoes, riscos de
colapso, entre outros. A operagdo do sistema adutor da RMSP é uma atividade
complexa e demanda um alto grau de seguranca, face a responsabilidade da
manutencao do abastecimento de milhées de habitantes.

Um dos grandes problemas dos sistemas de abastecimento é o custo da energia
elétrica. Atender as condi¢gdes de distribuicdo de agua levando em consideracao as
restricbes hidraulicas com o minimo custo de energia, € uma tarefa dificil. As
condicbes de operacdo, em tempo real, geram a necessidade de alimentacédo de

informagdes operacionais automaticas em um curto espaco de tempo. Vicente
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(2005) e Borges (2003) propuseram modelos para melhor o desempenho
operacional do Sistema Adutor Metropolitano de Sado Paulo. Vicente (2005) utilizou
um modelo de otimizacao proposto com solucéo linear e obteve como resultado uma
reducao no custo de energia elétrica. Borges (2003) usou um modelo de previsao de
demanda de agua para desenvolver uma interface entre um modelo de rede
hidraulica e um modelo de previsdo de demanda de agua utilizando dados
operacionais em tempo real; concluiu que ¢é possivel estabelecer regras

operacionais mais eficientes e com isto obter reducédo do custo de energia elétrica.

3.2. Redes Neurais Artificiais

As RNA’s simulam os sistemas naturais utilizando-se de estruturas analogas as
Redes Neurais Biolégicas (RNB). A complexidade da conectividade entre os
neurdnios € responsavel pelas caracteristicas atribuidas a inteligéncia. A agilidade e
a eficiéncia com que o cérebro realiza suas funcdes constituem-se no objetivo a ser
alcancado pelos sistemas de Inteligéncia Atrtificial (IA), que se baseiam na simulagao
computacional de aspectos da inteligéncia humana, levando em consideracdo a
capacidade que o cérebro humano tem de aprender e tomar decisdes baseado em
sua aprendizagem. Portanto, uma RNA pode ser definida como uma estrutura
computacional que tem como objetivo permitir a implementacdo de modelos
matematicos que representem, de forma simplificada, a forma como o cérebro
humano processa as informagdes que adquire. Assim, a RNA pode ser interpretada
como um esquema de processamento que € capaz de armazenar conhecimento
baseado em aprendizagem (experiéncia) e disponibilizar este conhecimento para as

aplicac6es desejadas.

Segundo Zhang et al. (1998), apesar da RNA mostrar caracteristicas satisfatérias, a
construcdo de um modelo de RNA para um problema particular de previsdo nao €
tarefa trivial. Os problemas que afetam a modelagem e o desempenho da RNA
devem ser considerados com cuidado. A determinacdo de uma estrutura apropriada
para rede é crucial, ou seja, 0 nimero de camadas e o numero de ndés em cada

camada. Outras questdes importantes para um bom desempenho da RNA sédo: a
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selecédo das funcdes de ativacao dos neurdnios da camada intermediaria e de saida,
o algoritmo de treinamento, os métodos de normalizacao dos dados, a definicdo dos
conjuntos de treinamento e teste e andlise do desempenho da rede.

A RNA feedforward é a rede mais popular e amplamente utilizada para previsao
(Wasserman ,1989, Rumelhart et al. 1986a, 1986b, 1994 e 1995). Ela consiste de
uma ou mais camadas de unidades de processamento ndo-lineares. As conexdes
entre unidades de camadas adjacentes sao definidas por um conjunto de pesos
sinapticos. No entanto, para ser considerada feedforward, uma rede neural precisa
gue suas saidas se conectem somente as unidades da proxima camada. O potencial
das redes feedforward s6 foi revelado com o surgimento das redes percepton
multicamadas (MLP) em 1980. As redes MLP s&o usados em uma variedade de
problemas, especialmente na previsao, devido a sua capacidade de mapeamento de
entrada-saida arbitraria.

Uma rede MLP é geralmente composta de varias camadas. A primeira camada é a
camada de entrada onde a informacao externa é recebida. A Ultima camada é a de
saida, onde a solug¢do do problema € obtida. A camada de entrada e a camada de
saida sao separadas por uma ou mais camadas intermediarias chamadas camadas
escondidas, onde ocorre o processamento da RNA. Ao projetar uma MLP, é
necessario determinar as seguintes variaveis:

e numero de nos de entrada;

e numero de camadas escondidas e nds escondidos e

e nUumero de nés de saida.

Para um problema de previséo, as entradas de uma RNA geralmente sédo variaveis
independentes ou preditoras (explicativas). A relacdo estimada pela RNA ¢é
observada na equacao 3.1:

y:f(x1aX25--'sXp) (31)

onde: Xy, Xz, ..., Xp SA0 as variaveis independentes e y é a variavel dependente.
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Entdo a RNA funciona como um modelo de regressdo nao-linear. Por outro lado,
para um problema de previsdo de séries temporais, as entradas séo tipicamente as
observacdes passadas da série de dados e a saida é o valor futuro. A funcédo que
RNA executa para esse mapeamento € a descrita na equacao 3.2:

Y =F Y0¥t Yip) (3.2)

onde y; € a observacdo no tempo t. Assim, a RNA é equivalente a um modelo nao
linear autoregressivo para problemas de previsao de séries temporais.

O numero de ndés de entrada corresponde ao numero de varidveis de entrada
utilizadas para prever valores futuros. Para previsdao simples o numero de entradas é
normalmente transparente e relativamente facil de escolher, mas em um problema
de previsdao de séries temporais, o numero de nés de entrada correspondem ao
namero de observacbes defasadas no tempo usada para descobrir os padrbes
subjacentes de uma série para prever valores futuros. No entanto, atualmente néo
existe maneira sistematica de determinar esse numero. A selecao deste parametro
deve ser incluida no processo de construcdo do modelo. O ideal seria ter um
pequeno numero de nds essenciais para revelar as caracteristicas embutidas nos
dados. Os nés de entrada podem afetar a capacidade de aprendizagem e previsao
da rede , assim, o numero de nds de entrada é provavelmente a variavel de decisdo
mais critica para uma previsdo de séries temporais, uma vez que contém
importantes informagdes sobre a estrutura de autocorrelagéo linear e / ou nao-linear

dos dados.

Os nés da camada escondida desempenham um papel muito importante nas
aplicacdes das RNA. E nestes nés que a rede detecta o recurso, para capturar o
padréo dos dados, e executar os complicados mapeamentos nao lineares entre as
varidveis de entrada e saida. E claro que, sem os nés da camada escondida,
perceptrons simples, os nds de saida linear sdo equivalentes aos modelos lineares
de previsao estocastica. Os trabalhos existentes mostram que uma Unica camada
oculta é suficiente para RNA’s aproximarem qualquer funcdo complexa nao-linear
com precisdo (Cybenko, 1989;. Hornik et al, 1989), a maioria dos autores utilizam
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somente uma camada escondida para efeitos de previsées. No entanto, uma
camada escondida pode exigir um numero muito grande de nds escondidos, 0 que
nao é desejavel, porque o tempo de treinamento e a capacidade de generalizacéo
da rede vao piorar. A questdo da determinacdo do melhor niumero de nés na
camada escondida ainda € complexo e exige estudos. De modo geral, as redes com
poucas camadas escondidas sado preferiveis porque elas geralmente tém melhor
capacidade de generalizacdo € menos problema de superestimar valores. Mas em
alguns casos, as redes com poucos nés escondidos podem nao ter energia

suficiente para modelar e aprender os com dados.

O numero de no6s de saida € relativamente facil de especificar como esta
diretamente relacionada ao problema estudado. Para um problema de previsao de
séries temporais, o numero de noés de saida, muitas vezes corresponde ao horizonte

de previséo.

O treinamento da rede neural é um problema de minimizacao nao linear, na qual os
pesos de uma rede sao iterativamente modificados para minimizar o erro médio
quadrado ou total entre os valores desejados e os valores de saida real para todos
0s nés de saida de todos os padrdes de entrada. Existem muitos métodos diferentes
para otimizacao (Fletcher, 1987) que oferece varias opgcdes para o treinamento da
RNA. Mas nao existe nenhum algoritmo que garanta uma solugcéao 6tima global para
um problema de otimizagdo n&o-linear. Todos os algoritmos de otimizagdo, na
pratica, inevitavelmente, sofrem de problemas 6timos locais e 0 maximo que pode-
se fazer é usar o melhor método de otimizacdo que obtem-se o melhor 6timo local,

ja que a verdadeira solucao global ndo esta disponivel.

Entdo antes que a RNA seja usada para executar qualquer tarefa, ela deve ser
treinada. Basicamente, o treinamento consiste no processo de determinacdo dos
pesos, ou seja, o conhecimento adquirido pela rede é armazenado nos nés na forma
de pesos. E através das sinapses que a RNA pode levar os mapeamentos nio-
lineares complexos da camada de entrada para o de saida. O treinamento de uma
rede MLP é supervisionado (Haykin, 2001), onde a resposta desejada da rede (valor
alvo) para cada padrao de entrada estd sempre disponivel, ou seja, como se a rede
ja tivesse conhecimento sobre 0 ambiente. Os dados de entrada estdo na forma de
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vetores ou de padrdes de treinamento, sendo que cada elemento correspondente a
um vetor de entrada em um né de entrada na camada de entrada da rede. Portanto,
o numero de nds de entrada € igual a dimensdo dos vetores da entrada. Para um
problema de previsdo qualquer, o numero de nés de entrada esta bem definido e
corresponde ao numero de variaveis independentes associadas ao problema. Ja
para uma previsdo de series temporais 0 numero adequado de nds de entrada ndo é
facil de determinar, porque o vetor de entrada quase sempre tem ao longo da série

uma janela mével que prejudica definir o numero de nés de entrada.

O total de dados disponiveis é normalmente dividido em um conjunto de treinamento
(dados dentro da amostra) e um conjunto de teste (fora da amostra). O conjunto de
treinamento é usado para estimar os pesos enquanto o conjunto de teste é utilizado
para medir a capacidade de generalizacdo da rede. O processo de treinamento
geralmente segue o seguinte padréo, primeiro o conjunto de treinamento é inserido
na entrada e os valores de ativagdo da entrada sdo ponderados e acumuladas nos
nds da primeira camada escondida. Entao o total é transformado por uma funcéo de
ativacao, que por sua vez torna-se um atributo para os nés da préxima camada,
segue assim até que os valores de ativagdo da saida sao encontrados. O algoritmo
de treinamento é usado para encontrar os pesos que minimizam o erro global, sendo

assim um problema de minimizagao dos erros.

Desta forma, as RNA’s podem ser entendidas como conjuntos bem estruturados de
unidades de processamentos, interligadas por canais de comunicacdo, cada qual
tendo um determinado peso correspondente a um valor numérico. Elas consistem de
varias unidades de processamento ou neurdnios artificiais interconectados entre si,
formando uma determinada disposicao estrutural de camadas (entrada,
intermediarias e saida) e conexdes entre as camadas. As RNB usam milhdes de
neurbnios em suas tarefas. Ja as RNA estado restritas a algumas centenas. A RNA
tem sido usada para modelagem de séries temporais em varias areas de aplicacdes
incluindo sistemas dinamicos (Kirby, Miranda, 1994), processamento de sinais nao
linear (Lapedes e Farber, 1987), reconhecimento, identificacédo e classificacdo de
padroes (Pao, 1989) entre outras aplicacbes. A complexidade observada e

encontrada nas séries temporais sugere o uso de redes neurais, mostrando ser
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capaz de modelar relagao nao lineares complexas sem a priori conhecer hipétese da
natureza da relagao.

3.2.1. Modelos de Rede Neural Artificial para demanda de agua

As informacbes sobre a quantidade de agua consumida sdo estruturadas como
séries temporais, que podem ser associadas a outras séries que influenciam o
consumo de 4agua (por exemplo: variagbes climaticas, precipitagdo, tipo de
populacédo). Desta forma, esses conjuntos de dados podem ser utilizados para
treinamento de uma RNA, para auxiliar na previsdo do crescimento de seu consumo

e também, identificar quais fatores influenciam nesse crescimento.

O sistema de suporte a decisdo € uma ferramenta usada geralmente nos setores de
negocio, industria e governo para melhorar a qualidade e a consisténcia da tomada
de decisdao. Para tarefas de planejamento e programacdo, € importante que os
fatores de decisao sejam previstos exatamente de modo que os responsaveis pelas
decis6es possam selecionar a melhor das alternativas. A demanda é um fator de
decisdo cuja avaliacdo é muito importante para a otimizacéo dos custos. Assim, um
grande erro na previsdo pode acarretar um aumento nos custos operacionais e
degradar a seguranca dos sistemas de distribuicdo. Em geral, os modelos de
previsdao de demanda sao projetados baseando-se na analise das relagdes entre as
variaveis do tempo, eventos especiais e das demandas anteriores para estimar as
tendéncias futuras. Na pratica, os modelos adotam uma técnica simples que tendem
a produzir erros elevados na previsdo, especialmente quando o problema tem
diferentes padrdes. E aconselhavel dividir o problema em sub-problemas e aplicar
entdo técnicas inteligentes de moédulos multiplos para trabalhar cooperativamente de

modo a melhorar a previséo.

Lertpalangsunti et al. (1999) criaram uma ferramenta denominada de “Intelligent
Forecasters Construction Set (IFCS)” que foi elaborada para varias aplicacoes. Ela
pode ser utilizada com as técnicas de légica fuzzy e rede neural artificial. O usuario
pode construir sua previsdo utilizando regras, procedimentos e diagramas de fluxo,
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que sdo organizados em uma hierarquia. A flexibilidade do IFCS permite a adicao
subsequente de outros mddulos. O IFCS foi usado para desenvolver um sistema de
previsdo de demanda de agua baseado nos dados reais obtidos do sistema de
distribuicdo de agua da cidade de Regina no Canada. A previsdo da demanda
desenvolvida com o sistema de IFCS é util para otimizacdo dos custos de operacao
das plantas de distribuicao.

Os modelos estécasticos de demanda de agua geralmente sdao desenvolvidos com
os coeficientes de séries temporais usando historicamente dados de demanda de
agua disponivel, juntamente com outras varidveis relevantes. Mas a identificagcdo da
estrutura encontra dificuldade para maioria das aplicagdes. Chang e Makkeasom
(2006) desenvolveram um modelo de previsdo de consumo que utilizou RNA para
previsdo de padroées de demanda de agua. O modelo de RNA apresentou
caracteristicas nao-lineares aprendidas a partir de dados histéricos, da mesma
forma como os humanos aprendem com a experiéncia. A ndo-linearidade, alta
complexidade associados a incerteza com as demandas de agua favoreceram ao
uso potencial das RNAs e superam os métodos convencionais de série de temporais
para a previsdo de consumo. O modelo de RNA aprendeu corretamente, e verificou
o desempenho das previsdes utilizando os dados de entrada nao utilizados durante
o treinamento, por ser robusta a RNA obteve um tempo baixo para o
processamento. Existiram erros ou ruido nos dados de entrada. As cidades, de
Oviedo (crescimento rapido) e Winter Springs (crescimento lento) na Area
Metropolitana de Orlando, na Flérida, foram investigados com respeito aos dados
mensais. Tais praticas de reconhecimento padrao ajudaram na identificacdo de
estratégias para expansao e operacao dos sistemas de distribuicdo de agua em
longo prazo para empresas de agua daquela regido.

Um dos objetivos de uma gestao eficiente de abastecimento de agua é o
abastecimento regular de agua na pressao exigida pelos consumidores. Sendo
assim, a previsdo de consumo de agua em areas urbanas é de fundamental
importancia para a gestdo de abastecimento de agua. Essa previsdo também é
relevante nos processos de revisao de precos, bem como para a gestao operacional
de uma rede de agua. Herrera et al. (2010) descrevem e comparam uma série de

modelos para a previsao de demanda de agua. Os modelos foram obtidos utilizando
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dados de séries temporais de consumo de agua em uma area urbana de uma cidade
no sudeste da Espanha. Além dos modelos utilizados, eles propuseram um modelo
simples baseado no perfil de demanda ponderada resultante de analise exploratoria
de dados. Para avaliacado de todos os modelos, eles utilizaram uma metodologia
experimental para dados de série temporal horaria que continha a demanda de agua
detalhada num setor de uma rede de abastecimento de agua. A precisdo dos
resultados obtidos, juntamente com o tamanho da area de demanda, sugeriu que
esse era um ambiente adequado para a tomada de decisdes e gestao.

Os métodos estocasticos, como o modelo auto-regressivo integrado de média movel
(ARIMA), tém sido aplicados para previsdo de demanda. A maioria das
aproximacoes estatisticas usam informacdes das condicoes do tempo e de feriados
para a analise de intervencao, sendo que se for usado somente os dados da série
temporal pode causar grandes erros na previsdo. Entretanto, esta aproximacéo
freqientemente gera grandes erros de previsado. Liu et al. (1996) compararam o0s
modelos de logica fuzzy (LF), rede neural (RN) e auto-regressivos (AR) para
previsdo de curto prazo e concluiram que as aproximacdes encontradas com 0s
modelos LF e RN s&o bons para previsdo em curto prazo. Os desempenhos dos
modelos baseados em LF e RN sao superiores aqueles baseados no AR. Os
modelos LF e RN podem prever pontos multiplos dos dados contanto que existam
bastantes dados histéricos para o treinamento. Ao contrario, o modelo AR nao
necessita de um pré-treinamento, mas pode somente prever alguns pontos de

dados.

Liu et al. (2003) propuseram um novo método para modelar e prever o consumo de
agua chamado de “Water Demand Forescast using Artificial Neural Network”
(previsdo de demanda de agua usando rede neural artificial) - WDF-ANN, para
estimar o consumo de agua. Este modelo combina rede neural artificial e técnicas
econométricas. O modelo ndo requer muitos dados de entrada. Os resultados
indicam que o modelo estimou a demanda doméstica de agua da cidade de Weinan
na China. O coeficiente de correlacao foi superior a 90% tanto no treinamento como

na verificacao.
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BuHamra et al. (2003) combinaram dois modelos, Box/Jenkins (BJ) e redes neurais
artificiais (RNA), para modelar séries temporais do consumo de agua no Kuwait. O
modelo BJ foi usado para estimar os dados nao registrados do consumo de agua de
maio 1990 a dezembro 1991 devido a invasao do Iraque no Kuwait em agosto 1990.
Uma rede neural supervisionada foi projetada, treinada e verificada para modelar e
prever o consumo da agua de janeiro 1980 a dezembro 1999. Eles observaram que
as variaveis estimadas pelo BJ e usadas na RNA forneceram um modelo melhor de
RNA do que com métodos tradicionais.

Os dados semanais do consumo de agua de 48 casas do Kwait foram coletados por
um periodo de um ano. Baseado nestes dados, Mukhopadhyay et al. (2001)
estimaram que a média do consumo de agua per capita numa residéncia do Kwait
estava na faixa de 182-2018 litro/dia/pessoa, com uma média de 814
litro/dia/pessoa. Com um modelo de regresséo linear e outro de RNA, com os dados
observados, observaram que o consumo de agua depende do numero de banheiros
e de quartos da residéncia, do tamanho do jardim, da renda familiar, da temperatura
atmosférica, da umidade relativa, e do nimero de pessoas que vivem na residéncia.
O modelo de regressdo linear multipla do consumo semanal de agua nas
residéncias junto com os parametros de tempo (temperatura, umidade, e
precipitacdo) e as variaveis como 0 numero de pessoas que vivem na residéncia, o
tamanho do jardim, o nimero de quartos e banheiros na residéncia, e a renda
familiar foram utilizados para estudar qual o grau de dependéncia do consumo de
agua com esses parametros. A aplicabilidade da RNA para prever o consumo
semanal de agua nas vilas residéncias também foi estudada. Os fatores que
contribuiram significativamente para o consumo de agua em uma residéncia apos o
estudo realizado com o modelo de regressao linear multipla foram usados como
neurénios de entrada na RNA e o consumo semanal em uma residéncia foi

considerado como neurdnio de saida.

An et al. (1996) utilizaram um método alternativo para a aquisicdo de conhecimento
do consumo de &gua através da concepgcdo de um algoritmo que aprende e
aperfeicoa as regras de decisdo a partir de um conjunto de amostras de treinamento,
ou de dados observados, este algoritmo também cria regras de classificacao através

de informagéo incompleta. Como o consumo instantdneo de agua no meio urbano é
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determinado por varios tipos de consumidores (industrias, comércios e domesticos),
além também de ser influenciado por fatores como condigdes climaticas, variagdes
sazonais, dia da semana e feriado. Nesse trabalhos, utilizaram dezoito fatores que
podem afetar a consumo de agua numa cidade. O primeiro fator utilizado foi o dia da
semana, que foi escolhido baseado na observacdo de que no fim de semana os
consumos totais sdo normalmente inferiores aos de durante a semana. Além disso,
as segundas-feiras sao conhecidas por serem dias de maior consumo porque muitas
pessoas lavam suas roupas, além de que, nas segundas-feiras de verao as pessoas
regam mais seus gramados porque elas nao fazem isto no final de semana. Os
outros 17 fatores utilizados foram as de condi¢des climaticas tais como: temperatura,
umidade, precipitacédo, vento e horas de sol, agrupados em trés dias consecutivos.

Firat et al. (20092, 2010°) utilizaram varias técnicas de Rede Neural Atrtificial (RNA),
tais como Redes Neurais de Regressao Generalizada (GRNN), Rede Neurais Retro
Alimentacao (feedforward) (FFNN) e Rede Neural de Base Radial (RBNN) para
avaliar seus desempenhos para previsdao do consumo de agua mensal utilizando
fatores socioeconémicos e climaticos que afetam o uso da agua. O conjunto de
dados foi dividido em dois subgrupos, treinamento e teste. Para identificar o melhor
ajuste para o modelo de previsdo o desempenho dos modelos, tanto para o
treinamento quanto para o teste, foram comparados com os valores de consumo
observados. Para verificar o desempenho dos modelos foram calculados para todos
os modelos o Erro Médio Quadratico Normalizado (NRMSE), a eficiéncia (E) e o
coeficiente de correlacdo (CORR). Os modelos com os melhores ajustes também
foram treinados e testados pelo modelo de Regressao Linear Mdltipla (MLR). Os
resultados indicaram que GRNN supera todos os outros métodos na modelagem do

consumo mensal de agua.

As companhias de saneamento tém feito muitos investimentos na automagéo de
seus sistemas de abastecimento de agua nos ultimos anos. Esses investimentos
visam proporcionar dados em tempo atual de vazéo e pressao. Isto € feito para obter
uma completa otimizagdo dos sistemas, sendo necessario modelar o
comportamento do consumo ao longo do dia nas areas de distribuicdo. Falkenberg
et al. (2003) e Falkenberg (2005) utilizaram uma RNA para prever o consumo de
determinados bairros para 24 horas futuras. Utilizaram um periodo de trés meses de
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dados para modelar a série temporal. Estes dados representam o0s consumos
horarios de um bairro da cidade de Ponta Grossa no estado do Parana. O primeiro
passo foi prever o consumo da hora seguinte, desta forma foram testadas quatro
combinagdes para definir qual era a melhor combinacdo de entradas para a rede,
para isto variou as funcbes de ativagcdo e o numero de neurbnios na camada
escondida, que ficou entre um e cinco neurénios. Os primeiros 85% dos dados foram
utilizados para o treinamento e os 15% restantes para verificagdo. Para avaliacéo
dos erros foi utilizado o erro quadratico médio (EQM).

Em outro trabalho, Falkenberg et al. (2003) também tentaram prever o consumo de
agua numa determinada area de distribuicdo com 24 horas de tendéncias. Neste
trabalho, a analise de consumo baseou-se num banco de dados de cinco meses
contendo as leituras das vazdes medidas a cada 5 minutos de um sistema
“Supervisory Control and Data Acquisition system (SCADA)”. A série temporal foi
modelada por meio de uma RNA e de um modelo de regressado linear multipla
(RLM). Os resultados dos dois modelos foram comparados. Os dados foram filtrados
para obter uma consisténcia da relacao do perfil de demanda. Baseado em estudos
sobre os principais fatores determinantes das caracteristicas de consumo, foram
estipuladas as entradas dos modelos de RNA e RLM. Foi utilizada uma RNA do tipo
“feedforward” com uma camada escondida, sendo que, a funcao de ativacao
utilizada para camada escondida foi a tangente hiperbdlica e para camada de saida
a funcéao linear. Para o treinamento foi utilizado o algoritmo Levemberg-Marquardt,
minimizando o MSE. Os dados foram divididos de forma que 70% foram utilizados
para o treinamento e 30% para a verificacdo. Para a analise dos dados, utilizou a
raiz quadrada do erro quadratico médio (rmse) para os dados de verificacao e o erro
absoluto percentual médio.

A previsdo de consumo para curtissimo prazo foi objetivo do estudo de Trautwein
(2004). Ele analisou dois métodos de previsdo de consumo de agua, o método de
ajuste exponencial e método de redes neurais. A previsao foi realizada com séries
histéricas de consumo de duas zonas de pressao diferentes de um Sistema de
Abastecimento de Agua com caracteristicas distintas. Os resultados comprovaram a
eficiéncia das previsées de consumo em intervalo de horas, mas mostraram que nao

existe um modelo ideal. Odan (2010) também utilizou redes neurais para fazer a
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previsdo de consumo na cidade de Araraquara, utilizando redes percepton multipla
camadas (MLP), rede neural dindnica (DAN2) e duas RNAs hibridas. O melhor
modelo de previsao foi os que utilizaram a DAN2, mostrando melhor desempenho.

As previsdes de demanda de agua sao necessarias para a concepcao, exploracao e
gestdo dos sistemas de abastecimento urbano de agua. Bougadis et al. (2005)
estudaram o desempenho relativo de modelos de regressdo, analise de séries
temporais e redes neurais artificiais (RNA) estudando a previsdo do pico de
demanda de agua de curto prazo. A importancia das variaveis climaticas (chuva e
temperatura do ar maxima, além da demanda de agua passados) sobre a gestao da
demanda de 4gua também foi analisada. A andlise numérica foi realizada com dados
da cidade de Ottawa e Ontario no Canada. A infraestrutura de abastecimento de
agua existentes nao era capaz de atender a demanda do crescimento populacional,
assim, foi necessario um realizar um estudo para determinar o efeito do manejo de
pico da demanda de agua no dimensionamento e realizagdo de instalacoes para o
desenvolvimento de um estratégia de expansao. Trés RNAs diferentes, trés modelos
de regressdo e sete modelos de séries temporais foram desenvolvidos e
comparados. Os modelos de RNAs sempre superaram o0s de regressdo e de
modelos de séries temporais desenvolvidas neste estudo. Foi constatado que a
demanda de agua baseado na semana € mais significativamente correlacionada

com a quantidade de chuva do que com a sua ocorréncia.

Silva et al. (2001) utilizaram uma RNA para prever o consumo dos reservatérios de
agua da Companhia de Saneamento Basico do Estado de Sao Paulo (SABESP)
utilizando o software chamado Neugents da Computer Associates. Neste estudo,
utilizaram como variaveis de influéncia, a hora do dia e os valores de consumos de
horas anteriores. Supondo-se um erro acumulado de 10% do volume previsto, o que
equivaleria a cerca de 2% do volume do reservatério, o horizonte maximo de
previsdo seria de 2 horas com risco de falha em torno de 10% do tempo ou de 4
horas, com risco de 20%, supondo-se um erro de 15%, riscos de falhas de 10%,

para um horizonte € 4 horas.

As previsdes do pico de demanda de agua diario sdo necessarios para o custo de
operagao, gerenciamento sustentavel e expansdo de infra-estruturas de
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abastecimento urbana de agua. Adamowski (2008) compara uma regressao linear
multipla, andlise de séries temporais e redes neurais artificiais (RNAs) como técnicas
de modelagem para previsao do pico diario de verdo de demanda de agua. A analise
foi realizada para um periodo de 10 anos de dados de pico de demanda de agua
diaria e variaveis meteoroldgicas (temperatura maxima diaria e precipitacao diaria)
para os meses de verdo de maio a agosto de cada ano para uma area de alto
consumo de agua existente na cidade de Ottawa, Canada. Trinta e nove modelos de
regressao linear multipla, nove modelos de séries temporais, e 39 modelos de redes
neurais artificiais foram desenvolvidos e seus desempenhos foram comparados. A
abordagem de rede neural artificial € mostrada por produzir uma melhor previséo de
demanda de agua para o pico de dia de verdo do que a regressao linear multipla e
analise de séries temporais. Os melhores resultados foram obtidos quando ha pico
de demanda de agua do dia anterior e a temperatura maxima a partir do dia atual e
anterior, e as ocorréncia / ndo ocorréncia de precipitagdo a partir de cinco dias
anteriores, foram utilizados como dados de entrada. Constatou-se também que o
pico de demanda diario de agua no verdao é mais correlacionada com a ocorréncia
de chuvas e nao a quantidade de chuva em si, e que a atribuicdo de um sistema de
ponderacdo para os dias sem precipitacao anteriores nao resultam em modelos mais

precisos.

Adamowski and Karapataki (2010) compararam varias modelos de regressao linear
e trés tipos de redes neurais artificiais de multiplas camadas (cada um dos quais
utiliza um tipo diferente de algoritmo de aprendizagem) como métodos para a
modelagem de previsdo de pico de demanda de agua semanais para Chipre. A
analise utilizou 6 anos de dados de pico semanal de demanda de agua e variaveis
meteoroldgicas (temperatura maxima semanal e precipitacao total semanal) de duas
regides diferentes (Athalassa e Jardim Publico) na cidade de Nicésia, Chipre. 20
modelos de regressdo linear multipla, 20 de redes neurais artificiais (RNA)
Levenberg-Marquardt, foram desenvolvidos 20 modelos de RNA resiliente back-
propagation, e 20 modelos de gradiente conjugado Powell-Beale e seus
desempenhos foram comparados. Para ambas as regides Athalassa e Jardim
Publico, em Nicésia, o0 método Levenberg- Marquardt foi o que obteve uma previsao
mais precisa de demanda de agua maxima semanal que 0s outros dois tipos de
RNAs e regresséo linear multipla. Constatou-se também que o pico de demanda de
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agua semanal em Nicésia € melhor correlacionada com a ocorréncia de precipitacao

e nao propriamente a quantidade de chuva.

Zhang et al. (2006) descreve o uso de RNA para a previsdo de demanda de agua
em curto prazo. As técnicas estatisticas sao utilizadas para analisar e identificar as
variaveis de entrada relevantes para os modelos RNA’s. Um estudo de caso €
apresentado em que RNA é utilizado para previsdo de demanda de agua de dois
dias a frente para o sistema de abastecimento de agua Companhia Louisville,
Louisville Kentucky. Estudos anteriores separaram o consumo de agua diario em
nao-sazonais € sazonal. A diferenca desse trabalho é que o método separa todo o
ano para a temporada de verao e inverno. A particao é efetuada de acordo com os
diferentes efeitos significativo do clima sobre a demanda de agua em curto prazo.
No inverno, fatores climaticos tém poucos efeitos sobre a demanda de agua,
portanto, o modelo de previsdo RNA foi simplificado, utilizando apenas a demanda
histérica como entrada. A precisdo da previsao alcangou 97,21%, considerado
adequado para o gerenciamento do sistema de abastecimento de agua no inverno.
Na temporada de verdo, foram selecionados fatores climaticos, tais como
temperatura, umidade relativa, ponto de orvalho, velocidade do vento e precipitacdo
que, foram incorporados aos modelos de RNA. A diferenga de demanda durante a
semana e fim de semana também foi considerada. O melhor modelo de RNA para
previsdo de verdo usou a temperatura maxima, umidade relativa, precipitacao e
demanda histéricos como fatores de producdo para a previsdo de demanda para
proximos dois dias. A precisdo da previsdo foi de 95,89%. Um modelo de
persisténcia foi empregado para a temporada de inverno e verdo para comparacao
dos efeitos na previsdo de demanda. A comparagao dos resultados mostrou que os
modelos RNA demonstraram uma forte capacidade de extrair as relagdes nao-
lineares entre 0 consumo de agua e parametros climaticos. A abordagem de RNA
simplificou o processo da modelagem de previsdo de demanda de curto prazo
significativamente em relacdo aos modelos de regressdao convencional, assim o0s
resultados para previsdo com RNA mostraram serem bem promissores para a

previsdo de demanda.
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4. DADOS E METODOLOGIA

O manejo de agua para otimizagédo dos sistemas urbanos de abastecimento de agua
€ fundamental para a sociedade. O crescimento elevado da demanda esta
extrapolando as previsdées e a capacidade de oferta de agua. Justifica-se, deste
modo, o desenvolvimento e aplicacao de modelagens matematicas para a obtencao
de politicas de planejamento otimizadas para uma gestdo adequada deste recurso.
Apresenta-se, neste capitulo, a area de estudo, os dados e um modelo de
otimizacado para operacao de sistemas de abastecimento de agua, utilizando uma
Rede Neural Artificial (RNA).

4.1. Area de Estudo

A RMSP é formada por 39 cidades, sendo composta pela capital do estado de Séo
Paulo e mais 38 cidades. A populagcédo da regidao em 2008 era de aproximadamente
19,7 milhdes de habitantes (Seade, 2009), ou seja, 47,9% do total do estado,
possuindo a densidade demogréfica mais elevada, 2.479,6 habitantes por km?
diante da estadual que é de 165,8 hab/km?.

A disponibilidade hidrica por habitante é de 201m%*hab./ano, considerada
extremamente baixa segundo a recomendacdo da ONU que é de 2500 m®/hab.ano
(Porto, 2003), Essa situacdo de escassez € considerada dramatica, ocorrendo
devido ao fato da RMSP estar localizada numa regido de cabeceiras de rios e por

ser o maior aglomerado urbano do Pais.

A RMSP situa-se num planalto a 750m em relagé&o ao nivel do mar. O clima paulista
€ caracterizado por fatores fisiograficos e atmosféricos. Os fatores fisiograficos tém
origem fisica, como o relevo, forma e altitude e natureza do terreno e os climaticos,
como as massas de ar, frentes frias e conveccdo. O clima na RMSP é considerado
umido e subtropical (tipo Cfa segundo Képpen) com diminuicdo de chuvas no
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inverno e temperatura media anual de 19°C, tendo invernos brandos e verdes com
temperaturas moderadamente altas, aumentadas pelo efeito da poluicdo e da
altissima concentracao de edificios. O més mais quente, fevereiro, tem temperatura

média de 22,5°C e o0 més mais frio, julho, de 16°C.

Devido a proximidade do mar, a maritimidade € uma constante do clima local sendo
responsavel pela moderacao das temperaturas. No inverno, porém, o penetracéo de
fortes massas de ar polar, acompanhadas de excessiva nebulosidade, as vezes
fazem com que as temperaturas permanecam muito baixas. Temperaturas maximas
entre 14°C e 16°C sédo comuns até mesmo durante o outono e no inicio da
primavera. Outro fator que influéncia o clima é o efeito das ilhas de calor, causado
por excessos de edificacdes, asfalto, concreto e poucas areas verdes também

influenciam no clima da regiao.

A umidade tem indices considerados aceitaveis durante todo o ano, sendo a média
anual de 78%. O indice de umidade abaixo de 30% sao considerados prejudiciais
para a saude da populacdo segundo a Organizacao Mundial da Saude (OMS). A
umidade relativa na RMSP chega a atingir niveis criticos no inverno devido a
poluicdo, combinada com a falta de ventos e a menor ocorréncia de chuvas de maio
a setembro a baixa umidade prejudica a dispersdao de poluentes, ocasionando o

fendbmeno de inversao térmica.

A precipitagdo anual média é de 1486mm, concentrados principalmente no veréo. As
estacoes do ano sao relativamente bem definidas: o inverno é ameno e seco, e 0
verao, moderadamente quente e chuvoso. Outono e primavera sao estacdes de
transicao.

4.1.2. Consumo da RMSP

A populacao da RMSP é abastecida de agua por oito estagdes de tratamento de
agua (ETA) da SABESP. que produzem uma vazéo de cerca de 63 m*/s'. Para uma
populagcédo que esta distribuida em 39 municipios, sendo que 28 sédo atendidos pelas
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oito ETA’s da Sabesp (Sabesp, 2001) e os demais por meio de seus servigcos
autdbnomos de distribuicdo. O conjunto de sistemas produtores, chamando de
Sistema Adutor Metropolitano — SAM, ou Sistema Integrado de Abastecimento de
Agua da Regido Metropolitana de Sao Paulo, composto por reservatérios de
regularizacao, captagdes, adutoras de agua bruta e tratada, estagdes de tratamento,
reservatérios, elevatérias e rede de distribuicdo (Sabesp, 2002). Cada sistema
produtor possui uma area de atendimento proporcional a sua producdo e
geograficamente proxima a respectiva estacdo de tratamento de agua. O sistema
adutor da Sabesp distribui 99% da agua tratada na RMSP (Ginez e Pereira Filho,
2003).

O sistema Cantareira é responsavel por 50% do abastecimento de todo Sistema
Produtor Metropolitano de Sao Paulo. A capacidade nominal deste sistema é
33 m%s, e a ETA Guaral esta localizada na parte norte da RMSP. O segundo
principal sistema é o Guarapiranga com capacidade de 15 m®s na ETA ABV. O
sistema Alto Tieté é o terceiro sistema produtor, com capacidade de 10 m%/s (Porto,
2003). A figura 4.1 mostra o sistema integrado que é composto das seguintes ETA’s:
Cantareira, Guarapiranga, Alto Tieté, Rio Grande, Rio Claro, Alto Cotia, Baixo Cotia
e Ribeirdo da Estiva. A tabela 4.1 mostra a capacidade de cada um dos sistemas de
abastecimento.
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Sistema adutor da RMSP e éareas de abrangéncia por sistemas

produtores. As cores indicam o sistema de producéo (tons claros) e rede de aducao
(tons escuros). Os contornos (branco) indicam limites municipais. Contribuicao (%)

por sistema adutor para o total de 64,2 m’s’
Pereira Filho, 2003).

! indicado na legenda. (Fonte: Ginez e

Tabela 4.1: Caracteristicas dos sistemas produtores da SABESP na RMSP. Para
cada Sistema Produtor esta indicada sua capacidades de tratamento (m*® s™),
roducdo (m®s™) e populacdo. (Fonte: Ginez e Pereira Filho, 2003)

Sistema Disponibilidade Capacidade Producao Populacao

Produtor do Manancial ETA (2001) Margo 20002 (milhoes)
Cantareira 31,3 33,0 30,1 8,8
Guarapiranga 14,3 14,0 13,6 4.0
Alto Tieté 8,1 10,0 8,7 2,5
Rio Grande 4,2 4,2 4,3 1,3
Rio Claro 3,6 4,0 3,1 0,9
Alto Cotia 0,9 1,3 0,8 0,2
Baixo Cotia 0,6 1,1 0,9 0,3
Ribeirao da Estiva 0,1 0,1 0,1 0,1
Total 63,1 67,7 61,5 18,0
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4.2. Dados Utilizados

As analises do consumo de agua, analisados nesse trabalho, contemplam o periodo
de 2001 a 2005 e envolvem dados das estagdes telemétricas da SABESP, da
Companhia de Tecnologia de Saneamento Ambiental — CETESB e do Departamento
de Aguas e Energia Elétrica (DAEE), e os dados da estagdo meteorolégica do IAG.
A figura 4.2a mostra a localizacao e a distribuicao espacial das estacées de medicao
da qualidade do ar, estacoes meteoroldgicas da CETESB e a localizacao dos pontos
da rede telemétrica do Alto Tieté (RTAT) que se encontram na figura 4.2b. A
localizagédo das estacées da CETESB e os respectivos pontos de medicao de vazao
do Sistema de Controle do Abastecimento - SCOA estéo relacionados na tabela 4.2
(Pereira Filho e Ginez, 2004). Observa-se que as variaveis medidas pela CETESB

nao sao as mesmas para todas as estagoes.

Tabela 4.2: Estacbes de qualidade do ar e estacdes meteorolégicas da CETESB
(Figura 3). A letra “x” indica a disponibilidade de uma variavel meteoroldgica:
temperatura do ar (T), umidade relativa (U), pressao (P), precipitacao (C), vento (V)
e radiacao solar (R). Na ultima coluna estao indicados os respectivos postos de
medicao do SCOA (Fonte Pereira Filho e Ginez, 2004).

Bairro T U P C Vv R SCOA
Parque Dom Pedro Il | x X X 51
Santana X 32
Centro 29
Lapa X 40
Pinheiros 41
Taboao da Serra 111
Santo Amaro 1
Ibirapuera X X X X 1
Mooca X 33
Penha 14
Sao Miguel Paulista | x X X X 23
Sao Caetano do Sul | x X X 71,72,73
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Figura 4.2: a) Distribuicdo espacial das estagdes de qualidade do ar e estacOes
meteorolégicas da CETESB na RMSP. (Fonte: Pereira, Filho e Ginez, 2004). b)
Localizagdao dos postos pluviométricos da rede telemétrica do Alto Tieté (Fonte:

http://www.saisp.br/site/sobreAT.htm).

Os pontos vermelhos correspondem a

localizagdo das estagdes e dos postos pluviométricos respectivamente.
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4.3. Redes Neurais Artificiais

As redes neurais artificiais vém sendo utilizadas para resolver problemas de
previsdo de séries temporais, devido a sua capacidade de generalizacao e
habilidade de aprendizado, tornando-se capazes de identificar e assimilar as
caracteristicas das séries. Outro fator que leva a utilizacdo das RNA’s é o processo
de calibracdo automatica que supre uma deficiéncia de calibracao dos parametros

de outros modelos.

4.3.1. Formulacoes

Existem diferentes tipos de redes neurais, e cada uma delas tem uma arquitetura,
método de aprendizagem e desempenho diferentes. Mas a dindmica e a estrutura de
uma rede corresponde prontamente a sua funcao. Neste trabalho, a rede utilizada é
do tipo feedforward multi-camadas (Santos, 2001), que s&o utilizadas para
reconhecimento de padrbes, filtragem de sinal, compressdao de dados e
comparagOes de padrdes heteroassociativos. Uma rede neural feedforward tipica de
trés camadas é apresentada na figura 4.3. A camada de entrada € onde os padrdes
sédo apresentados a rede; a camada escondida é a extratora de caracteristica, ou
seja, onde ocorre a maior parte do processamento; e a camada de saida onde o
resultado final é concluido e apresentado. Os elementos de processamento em cada
camada sao chamados de nds ou unidades. Cada um desses nds é conectado aos
ndés das camadas vizinhas. Os parametros associados com cada uma dessas
conexdes sdo chamados pesos. O peso Wy, i representa a intensidade da conexao
entre as camadas, de entrada e escondida, enquanto W,  representa a intensidade
da conexao das camadas, escondida e saida. Todas as conexdes nodais sao feitas
apenas em uma direcao (Hsu et al., 1995).
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Feed forward
Camada de Camada Camada de
entrada escondida saida

Propagacéao do Erro

Figura 4.3: Rede Neural Atrtificial feedforward tipica de trés camadas

Cada nd h recebe um sinal de entrada de cada um dos noés i da camada anterior.
Cada sinal de entrada (xn) tem associado a ele um peso (wy;). Entdo, é feita uma
média ponderada entre os sinais de entrada e os pesos das conexdes. O sinal de
entrada efetivo (Sn) para o nd h é a somatéria dos pesos de todos os sinais de
entrada. O resultado é aplicado a uma funcdo de ativacdo ou funcdo de
transferéncia. O sinal de saida do n6 é produzido através da passagem do sinal de
entrada efetivo, S, por meio de uma funcao de ativacéo nao linear, algumas vezes
chamada de fungao de transferéncia ou fungao limiar. Representada por:

Mo
Sh = thixi
i=0

(4.1)

onde: Sy, é o sinal de entrada efetivo;
Whi € peso e

Xi € 0 sinal de entrada.

A funcao de ativacao mais usada em RNA's é a fungao sigmoide. A funcao sigmoidal
€ caracterizada pelo formato S, alongado, continuo e monotonicamente crescente,
limitada por duas assintotas horizontais. A forma particular de definicdo para um

neurdnio j é dada pela funcao logistica:
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1

S FEICH)

onde o Sy pode variar na faixa de + «, enquanto yy, € limitada entre 1 e 0.

Um método utilizado para treinamento desse tipo de RNA é o algoritmo de erro
backpropagation. Durante o treinamento, a rede opera em uma seqiéncia de dois
passos. Primeiro, um padrdao € apresentado a camada de entrada da rede. A
atividade resultante flui através dela, camada por camada, até que a resposta seja
produzida pela camada de saida. No segundo passo, a saida obtida é comparada a
saida desejada para esse padrao particular. Se esta nao estiver correta, o erro é
calculado. O erro é propagado a partir da camada de saida até a camada de
entrada, e os pesos das conexdes das unidades das camadas internas vao sendo
modificados conforme o erro que é retropropagado. As redes que utilizam
backpropagation trabalham com uma variagao da regra delta, apropriada para redes
multicamadas, denominada de Regra Delta Generalizada. A regra delta
essencialmente implementa um gradiente decrescente no quadrado da soma do erro
para funcdes de ativacao linear. Entretanto, o erro da superficie pode nao ser tao
simples, e suas derivadas mais dificeis de serem calculadas. Nesses casos devem
ser utilizadas redes com camadas intermedidrias. Ainda assim, as redes ficam

sujeitas aos problemas de minimos locais.

O treinamento das redes multicamadas com backpropagation pode demandar
muitos passos no conjunto de treinamento, resultando em um tempo de treinamento
consideravelmente longo. Se for encontrado um valor minimo local, o erro para o
conjunto de treinamento para de diminuir e estaciona em um valor maior que o
aceitavel. Uma maneira de aumentar a taxa de aprendizado sem levar a oscilacéao é
modificar a regra delta generalizada para incluir uma constante que determine o
efeito das mudancas passadas dos pesos na dire¢ao atual do movimento no espaco

de pesos.
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4.3.2. Algoritmo de treinamento

O algoritmo Linear Least Squares SIMplex — LLSSIM (Hsu et al., 1985) € um
algoritmo hibrido para treinamento de RNA’s do tipo feedforward de trés camadas.
Esse algoritmo € uma combinacao do algoritmo dos Minimos Quadrados Linear e da
otimizagdo do algoritmo Simplex com multiplas inicializagbes. A vantagem deste
algoritmo € que, com poucas iteracoes, obtém-se 0s minimos globais ou proximos
do global. Para implementar essas duas estratégias de treinamento, o conjunto de
pesos é dividido. Os pesos, na entrada da camada escondida, sao calculados a
partir do algoritmo de otimizagdo Simplex e, na saida desta camada, através da
estimativa dos Minimos Quadrados. A divisdo dos pesos reduz o espaco de busca,
diminuindo o tempo do processo de treinamento. O Simplex melhora as
caracteristicas da busca global através de mdultiplas entradas aleatorias, evitando-se
os minimos locais (Hsu et al., 1996).

Havendo m conjuntos de padrdes de entrada e saida, com ny entradas, n, saidas e
n; neurdnios escondidos, num treinamento ciclico (batch) (GUPTA et al.; 1997), o

padrdo de entrada é representado por [x, (p),X, (P),--X,,(P)]", a saida da rede por

[Z,(p),Z, (P),"+,Z,,(P)]", € a saida alvo por [t,(p),t, (p),~t,.(P)]". Entdo, a fungéo

custo a ser minimizada, pode ser expressa por:

Fwl=5 5 % (t.(0)-2, (p)f 43)
onde,

2,(p)=H(Z w5 ¥ (o) (4.4)

Y, (P)=H(3 W} x,(p)) (4.5)

onde,
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Xi(p) representa o i-ésimo sinal de entrada do p-ésimo padréo;

Xo é a tendéncia de entrada;
wj?l. é o0 peso da entrada da camada escondida conectada a i-ésima entrada do

j-ésimo neurénio escondido;

yi(p) representa a saida do j-ésimo neurénio da camada escondida;

w,fj € 0 peso da saida da camada escondida conectado a resposta do j-ésimo
neurdnio escondido do k-ésimo neurdnio de saida;

Zk(p) representa a saida do k-ésimo neurdnio de saida;

ik(p) € a saida alvo do p-ésimo padrao, e

f(.) € a fungéo de transferéncia nao linear, monétona e limitada entre 0 e 1.

A funcéao custo pode ser reescrita como,

':[W]=%§1:Z;(tk(|0)—zk(p))2
2 (4.6)

e a funcédo de transferéncia f(.) € a funcao sigméide na forma da funcao logistica:

1

fluy=——
1+ exp(—u)

(4.7)
O objetivo do treinamento da rede € obter os pesos wj?l. e w,‘fj que minimizem o valor

da funcao custo (4). A estratégia de treinamento do LLSSIM utiliza a divisdo dos

pesos em dois grupos, 0s pesos na entrada da camada escondida w;li € 0S pesos na

saida da camada escondida w,fj. Define-se TSk (p) como sendo o valor do alvo p

transformado pelo inverso da funcéo logistica do n6 de saida k:

TS, (p)=In{t, (p) /11~ t, (P} (4.8)
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A partir da equacgéo (4.8) acima, defini-se uma nova fung¢éo de erro.

Flw]=> 135 (TS, (p) -5 (p)f

p1k1

ﬁnZ{TS (0)- iw%f(ngxi(p)j T

1
2 p=1k=1 i=0

Nesta representacdo os alvos transformados TSk(p) s&o lineares em relacdo aos

pesos da saida da camada escondida w,fj, e 0s pesos da entrada da camada

escondida sdo nao lineares w . Assumindo que os valores dos pesos da entrada da

camada escondida sdo conhecidos, os pesos 6timos da saida da camada
escondida, condicionados a partir dos valores dos pesos de entrada desta camada,
podem ser calculados explicitamente usando o método dos minimos quadrados
linear (LLS), fazendo a derivada da fungédo F; relativa aos pesos da camada

escondida e igualando a zero, obtendo-se:

aaF10 —— 3 (TS, (P) -5 (P)), () =0 (4.10)
ij p=1

A equacéo (4.10) pode ser reescrita como:

ZTS() (P) = 3wy (P)Y,(p)
p=1i=0 (4.11)

Definindo-se:

Ry=22y,(P)yi(P) (4.12)

Q, =3 TS, (P)y,(P) (4.13)
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Os pesos na saida da camada escondida, w!, sdo obtidos de um sistema de

equacoes lineares:
w,=R™Q (4.14)

onde,
wl=[wl,wl,--,w; ]"sdo os pesos condicionais O6timos para saida da

camada escondida, pois seus valores dependem dos valores selecionados pelos
pesos de entrada desta camada.

A estrutura da RNA é utilizada para modelar processos nao lineares que relacionam
entradas e saidas, como por exemplo, o consumo de agua urbano. O conjunto de

dados utilizados foi normalizado de acordo com uma funcéo sigmdide

As séries utilizadas foram normalizadas entre [0, 1]. A normaliza¢do nesta faixa evita
a saturacdo do sinal de saida da RNA (SMITH, 1993). O consumo de saida no
instante t, z(f), relaciona as entrada x(t-j) e saidas z(t-j) em instantes anteriores numa

estrutura geral de modelo n&o linear:

2t)=g o0 (2t =1)—,2(t—n,), x(t = 1),---,x(t —n,)) + e(t) (4.15)

onde,
OJnon € a funcado de mapeamento nao linear;
e(t) € o mapeamento do erro a ser minimizado;
na e Ny S840 0S numeros de entradas e saidas em instantes de tempo anteriores
gue contribuem na saida atual e

t, o tempo.

Esta estrutura recebe a notacdo de RNA (ng, np, N, Np) onde,
Nsz + Np € 0 numero de ndés na camada de entrada,
N, € 0 numero de ndés na camada escondida e

np € o numero de ndés na camada de saida.

Na identificacdo de um modelo de RNA, os valores de n,, n, € n, devem ser
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selecionados, e 0s pesos da rede wj?,. e w,ﬂ’j estimados de maneira que a previsdo do

erro seja minimizada.

4.4. Previsdo de Demanda de Agua

As analises das informacbes coletadas foram realizadas em trés etapas: analise
preliminar, analise de correlacao e andlise do efeito das variaveis climatolégicas e
outras varidveis sobre a demanda de agua. Apds o estudo das variaveis
climatolégicas que influenciam no consumo de agua, serdo avaliadas aquelas que

mais contribuem para variagao do consumo.

Uma rede de trés camadas foi desenvolvida tendo como vetores de entrada, o
consumo de agua nas Uultimas 24h, a precipitacdo, a umidade, a pressao, a
temperatura, além de outras variaveis que possam influenciar no consumo, tendo
como vetor de saida o consumo de agua, horario ou diario. As variaveis foram
normalizadas (Lachtermacher e Fuller, 1995) devido a diferenca de unidades entre
elas. A normalizagdo ficou na faixa entre 0 e 1. Do total dos dados, 70% foram
utilizados para o treinamento da RNA e os 30% restantes para teste e verificacao.

Apos a analise dos dados, o primeiro processamento realizado foi a normalizagéo
(pré-processamento) dos dados de entrada para o treinamento, teste e previsdo da
RNA; posteriormente, o0s resultados obtidos foram desnormalizados (pds-
processamento). Os valores de N, numero total de padrées ou exemplos, contidos
no conjunto de treinamento s&o variaveis de acordo com o periodo de dados
disponiveis. As séries, de entrada e saida identificadas, foram classificadas como
atributos com valores reais por se tratarem de variaveis do consumo, meteoroldgicas
e temporais. Nesse caso, os dados foram normalizados no intervalo de [0,1]. A figura
4.4 apresenta o diagrama do processo utilizado para realizar o trabalho.
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Figura 4.4: Diagrama de bloco do fluxo do trabalho.

Os dados dos oito sistemas produtores de abastecimento da RMSP foram utilizados
para avaliar a relacdo do consumo com as variaveis meteoroldgicas e antropicas no
periodo de 2001 a 2005. Depois de realizada essa avaliacao, utilizou-se o consumo
do sistema produtor da Cantareira e do setor do Itaim Paulista do ano de 2005 para
testar a RNA. O sistema Cantareira foi escolhido por ser o principal sistema produtor
da RMSP e o Itaim por ser um setor que é predominantemente residencial.
Utilizou-se somente os dados do ano de 2005 para testar a RNA devido ao grande

volume de dados e também a erros existentes nos dados dos outros anos.

As denominacbes para a entrada dos modelos de previsdao correspondem as
seguintes variaveis: H-hora; DS-dia da semana; EA-estacdo do ano e TD- tipo do
dia, denominadas variaveis antrdpicas ( Va). T- temperatura, UR- umidade relativa,
R-chuva, P-pressao, Dir-direcdo do vento e Vel velocidade do vento s&o chamadas
de variaveis meteorolégicas (Vm) e consumo de agua (Q). Entre parénteses estao
definidos os tempos para avaliacdo da rede, sendo (t ) o tempo, atual e anterior a
previsao e (t-1), (t-2), (t-3), ..., (t-24) referem-se respectivamente a: 1h; 2h; 3h; e 24
horas antes do instante atual, ja (t+1), (t+2), ..., (t+24) séo referentes a: 1h; 2h, ...,e
24h respectivamente, apés o instante atual.

A tabela 4.3 apresenta os modelos da RNA MLP para o Sistema Cantareira. Os
modelos RNA-C-1, 2 e 3 utilizam dados horarios. No primeiro modelo, utiliza-se
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somente as variaveis antrépicas e meteoroldgicas no instante t; o segundo utiliza as
variaveis anteriores, mas as Vm no instante (t-1), e o terceiro modelo todas as
anteriores mais o consumo no instante (t-1). A média de 6 horas foi utilizada para os
modelos RNA-C-4, 5, 6 e 7 e a média de 12 horas para RNA-C-8 e 9.

Tabela 4.3: Modelos de RNA MLP para o sistema Cantareira. Va sao as variaveis
antropicas (hora, dia da semana, tipo do dia, estacao do ano), Vm sao as variaveis
meteoroldgicas (temperatura, umidade, chuva, pressao, direcdo e velocidade do
vento), Q o consumo de agua e t o tempo.

MODELO ENTRADA SAIDA
RNA-C-1 Va(t) e Vm(t) Q(t)
RNA-C-2 Va(t), Vm(t) e Vm(t-1) Q(t)
RNA-C-3 Va(t), Vm(t), Vm(t-1) e Q(t-1) Q(t)
RNA-C-4 Va(t+6), Vm(t), Vm(t-6), Q(t) e Q(t-6) Q(t+6)
RNA-C-5 Va(t+12),Vm(t), Vm(t-6),Vm(t-12), O(t), Q(t-6) e Q(t-12) Q(t+12)
RNA-C-6 Va(t+18),Vm(t), Vm(t-6), Vm(téﬁ)w) (--18), Q(t), Q(t-6), Q(t-12) e Q(t+18)

Va(t+18),Vm(t), Vm(t-6),Vm(t-12), Vm(t-18), Vm(t-24), Q(t), Q(t-6),

RNA-C-7 Q(t-12),Q(t-18) & Q(t-24) Q(t+24)
RNA-C-8 Va(t+12), Vm(t), Vm(t-12), Q(t) e Q(t-12) Q(t+12)
RNA-C-9 Va(t+24), Vm(t). Vm(t-12), Vm(t-24).Q(1), Q(1-12) e Q(t-24) Q(t+24)

Os modelos da RNA MLP para o setor de Itaim Paulista estdo nas tabelas 4.4 a 4.6
Na tabela 4.4 mostra que os modelos RNA-IP-1 e 2 sdo idénticos, porém tém o
namero de camadas escondidas diferentes, enquanto o RNA-IP-3 ndo usa as Va. O
modelo RNA-IP-4 também nao utiliza as Va, somente a temperatura, umidade e
consumo como entrada. Os modelos anteriores utilizam a média horaria e os
modelos RNA-IP-5, 6, 7 e 8 a média de 6 horas.

Tabela 4.4: Modelos de RNA MLP para o setor ltaim Paulista. Va sdo as variaveis
antropicas (hora, dia da semana, tipo do dia, estacao do ano), Vm sao as variaveis
meteorolégicas (temperatura, umidade, chuva, pressao, direcao e velocidade do
vento), Q o consumo de agua e t o tempo.

MODELO ENTRADA SAIDA
RNA-IP-1 Va(t+1), Vm(t), Vm(t-1), Q(t) e Q(t-1) Q(t+1)
RNA-IP-2 Va(t+1), Vm(t), Vm(t-1), Q(t) e Q(t-1) Q(t+1)
RNA-IP-3 vm(t), Vm(t-1), Q(t) e Q(t-1) Q(t+1)
RNA-IP-4 T(), T(t-1), UR() UR(t-1), Q(t) e Q(t-1) Q(t+1)
RNA-IP-5 Va(t+6), Vm(t), Vm(t-6), Q(t) e Q(t-6) Q(t+6)
RNA-IP-6 Va(t+12),Vm(t), Vm(t-6),Vm(t-12), Q(t), Q(t-6) e Q(t-12) Q(t12)
RNA-IP-7 Va(t+18),Vm(1), Vm(t-6),Vm(t-Q1(2t)_18) (t-18), Q(t), Q(t-6), Q(t-12) e Q(t+18)
RNA-IP-8 Va(t+18),Vm(t), Vm(t-6),Vm(t-12), Vm(t-18), Vm(t-24), Q(t), Q(t-6), Q(t+24)-

Q(t-12),Q(t-18) e Q(t-24)

Os modelos para previsdo 6tima estdo nas tabelas 4.5 e 4.6. A previsao 6tima € um
teste em que utiliza dados observados como se fossem previstos. O objetivo é saber
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como 0s modelos reagiriam se os dados fossem de modelos de previsdo. A tabela
4.5 apresenta os modelos para previsdo 6tima utilizando duas memdrias anteriores
para o tempo atual. A previséo foi realizada com dados diarios, de hora em hora, até
completar 24 horas.

Tabela 4.5: Modelos de RNA MLP para previsdo 6tima do setor Itaim Paulista. Va
sao as variaveis antropicas (hora, dia da semana, tipo do dia, estacdo do ano), Vm
sdo as variaveis meteoroldgicas (temperatura, umidade, chuva, pressao, direcao e
velocidade do vento), Q o consumo de agua e t o tempo. Previsdo com memoria de
2 tempos anteriores

MODELO ENTRADA SAIDA
RNA-IP-9 Va(t+1), Vm(t), Vm(t-1), Q(t) e Q(t-1) Q(t+1)
RNA-IP-10 Va(t+2), Vm(t), Vm(t+1) Q(t)eQ(t+1) Q(t+2)
RNA-IP-11 Va(t+3), Vm(t+1), Vm(t+2), Q(t+1) e Q(t+2) Q(t+3)
RNA-IP-12 (t+4), Vm(t+2), Vm(t+3), Q(t+2) e Q(t+3) Q(t+4)
RNA-IP-13 (t+5), Vm(t+3), Vm(t+4), Q(t+3) e Q(t+4) Q(t+5)
RNA-IP-14 Va(t+6), Vm(t+4), Vm(t+5), Q(t+4) e Q(t+5) Q(t+6)
RNA-IP-15 Va(t+7), Vm(t+5), Vm(t+6), Q(t+5) e Q(t+6) Q(t+7)
RNA-IP-16 Va(t+8), Vm(t+6), Vm(t+7), Q(t+6) e Q(t+7) Q(t+8)
RNA-IP-17 Va(t+9), Vm(t+7), Vm(t+8), Q(t+7) e Q(t+8) Q(t+9)
RNA-IP-18 Va(t+10), Vm(t+8), Vm(t+9), Q(t+8) e Q(t+9) Q(t+10)
RNA-IP-19 Va(t+11), Vm(t+9), Vm(t+10), Q(t+9) e Q(t+10) Q(t+11)
RNA-IP-20 Va(t+12), Vm(t+10), Vm(t+11), Q(t+10) e Q(t+11) Q(t+12)
RNA-IP-21 Va(t+13), Vm(t+11), Vm(t+12), Q(t+11) e Q(t+12) Q(t+13)
RNA-IP-22 Va(t+14), Vm(t+12), Vm(t+13), Q(t+12) e Q(t+13) Q(t+14)
RNA-IP-23 Va(t+15), Vm(t+13), Vm(t+14), Q(t+13) e Q(t+14) Q(t+15)
RNA-IP-24 Va(t+16), Vm(t+14), Vm(t+15), Q(t+14) e Q(t+15) Q(t+16)
RNA-IP-25 Va(t+17), Vm(t+15), Vm(t+16), Q(t+15) e Q(t+16) Q(t+17)
RNA-IP-26 Va(t+18), Vm(t+16), Vm(t+17), Q(t+16) e Q(t+17) Q(t+18)
RNA-IP-27 Va(t+19), Vm(t+17), Vm(t+18), Q(t+17) e Q(t+18) Q(t+19)
RNA-IP-28 Va(t+20), Vm(t+18), Vm(t+19), Q(t+18) e Q(t+19) Q(t+20)
RNA-IP-29 Va(t+21), Vm(t+19), Vm(t+20), Q(t+19) e Q(t+20) Q(t+21)
RNA-IP-30 Va(t+22), Vm(t+20), Vm(t+21), Q(t+20) e Q(t+21) Q(t+22)
RNA-IP-31 Va(t+23), Vm(t+21), Vm(t+22), Q(t+21) e Q(t+22) Q(t+23)
RNA-IP-32 Va(t+24), Vm(t+22), Vm(t+23), Q(t+22) e Q(t+23) Q(t+24)

Na tabela 4.6, os modelos para previsao étima sao diferentes dos anteriores, porque
utilizam trés memdérias anteriores para o momento que se quer prever. Observa-se
também que os modelos RNA-IP-56 e 57 foram realizados com caracteristicas
diferentes dos outros modelos. Eles fizeram a previsédo para 24 horas, sendo que, no
modelo RNA-IP-56 utilizou-se todas as memoérias de tempos anteriores a previsao e
o RNA-IP-57 néo utilizou os valores do consumo. Apos definidas as configuracdes
de RNA, os conjuntos de dados foram divididos, alguns em trés partes, sendo 70%
para treinamento, 15% para teste e os outros 15% para validacdo. Para os modelos
de previsdo os conjuntos foram divididos em duas partes, 70% para treinamento e

30% para a previsao.
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Tabela 4.6: Modelos de RNA MLP para previsdo 6tima do setor Itaim Paulista. Va
sao as variaveis antrépicas (hora, dia da semana, tipo do dia, estacdo do ano), Vm
sao as variaveis meteoroldgicas (temperatura, umidade, chuva, presséao, direcao e
velocidade do vento), Q o consumo de agua e t o tempo. Previsdo com memoria de
3 tempos anteriores

MODELO ENTRADA SAIDA
RNA-IP-33 Va(t+2), Vm(t), Vm(t-1), Vm(t+1), Q(t), Q(t-1)e Q(t+1) Q(t+2)
RNA-IP-34 Va(t+3), Vm(t), Vm(t+1), Vm(t+2), Q(t), Q(t+1) e Q(t+2) Q(t+3)
RNA-IP-35 Va(t+4), Vm(t+1), Vm(t+2), Vm(t+3), Q(t+1), Q(t+2) e Q(t+3) Q(t+4)
RNA-IP-36 Va(t+5), Vm(t+2), Vm(t+3), Vm(t+4), Q(t+2), Q(t+3) e Q(t+4) Q(t+5)
RNA-IP-37 Va(t+6), Vm(t+3), Vm(t+4), Vm(t+5), Q(t+3), Q(t+4) e Q(t+5) Q(t+6)
RNA-IP-38 Va(t+7), Vm(t+4), Vm(t+5), Vm(t+6), Q(t+4), Q(t+5) e Q(t+6) Q(t+7)
RNA-IP-39 Va(t+8), Vm(t+5), Vm(t+6), Vm(t+7), Q(t+5), Q(t+6) e Q(t+7) Q(t+8)
RNA-IP-40 Va(t+9), Vm(t+6), Vm(t+7), Vm(t+8), Q(t+6), Q(t+7) e Q(t+8) Q(t+9)
RNA-IP-41 Va(t+10), Vm(t+7), Vm(t+8), Vm(t+9), Q(t+7), Q(t+8) e Q(t+9) Q(t+10)
RNA-IP-42 Va(t+11), Vm(t+8), Vm(t+9), Vm(t+10), Q(t+8), Q(t+9) e Q(t+10) Q(t+11)
RNA-IP-43 Va(t+12), Vm(t+9), Vm(t+10), Vm(t+11), Q(t+9), Q(t+10) e Q(t+11)  Q(t+12)
RNA-IP-44  Va(t+13), Vm(t+10) Vm(t+11), Vm(t+12), Q(t+10), Q(t+11) e Q(t+12)  Q(t+13)
RNA-IP-45  Va(t+14), Vm(t+11), Vm(t+12), Vm(t+13), Q(t+11), Q(t+12) e Q(t+13)  Q(t+14)
RNA-IP-46 Va(t+15), Vm(t+12), Vm(t+13), Vm(t+14), Q(t+12), Q(t+13) e Q(t+14)  Q(t+15)
RNA-IP-47 Va(t+16), Vm(t+13), Vm(t+14), Vm(t+15), Q(t+13), Q(t+14) e Q(t+15) Q(t+16)
RNA-IP-48 Va(t+17), Vm(t+14), Vm(t+15), Vm(t+16), Q(t+14), Q(t+15) e Q(t+16) Q(t+17)
RNA-IP-49 Va(t+18), Vm(t+15), Vm(t+16), Vm(t+17), Q(t+15), Q(t+16) e Q(t+17)  Q(t+18)
RNA-IP-50 Va(t+19), Vm(t+16), Vm(t+17), Vm(t+18), Q(t+16), Q(t+17) e Q(t+18)  Q(t+19)
RNA-IP-51  Va(t+20), Vm(t+17), Vm(t+18), Vm(t+19), Q(t+17), Q(t+18) e Q(t+19)  Q(t+20)
RNA-IP-52  Va(t+21), Vm(t+18), Vm(t+19), Vm(t+20), Q(t+18), Q(t+19) e Q(t+20)  Q(t+21)
RNA-IP-53  Va(t+22), Vm(t+19), Vm(t+20), Vm(t+21), Q(t+19), Q(t+20) e Q(t+21)  Q(t+22)
RNA-IP-54  Va(t+23), Vm(t+20), Vm(t+21), Vm(t+22), Q(t+20), Q(t+21) e Q(t+22)  Q(t+23)
RNA-IP-55  Va(t+24), Vm(t+21), Vm(t+22), Vm(t+23), Q(t+21), Q(t+22) e Q(t+23) Q(t+24)
RNA-IP-56 Va(t+24), Vm (t-1), Vm(t+1), Vm(t+2), ...Vm(t+23), Q(t-1), Q(t+1),  Q(t+24)
Q(t+2),..., e Q(t+23)
RNA-IP-57 Va(t+24), Vm (t-1), Vm(t+1), Vm(t+2), ... e Vm(t+23) Q(t+24)

4.5. Critérios de Avaliacao

A verificacdo dos resultados é mais confiavel quando se tem boa quantidade e
qualidade de dados. Quanto maior o numero de amostras mais confiavel sdo os
resultados da verificacdo. A ndo homogeneidade dos dados € um grande problema
no desempenho da previsdo. Desta forma, para melhor quantificar as previsées
realizadas foi utilizado, para avaliacdo, o erro médio (EM), erro médio absoluto
(MAE), erro médio quadratico (RMSE), o coeficiente de correlagéo (r) e o coeficiente
de determinagéo, que estao definidos nas equacoes 4.16, 4.17, 4.18, 4.19 e 4.20

respectivamente:
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Engé(ﬁ-oi) (4.16)

MAE =13 [F, -0 (4.17)

RMSE=\/%é(F1 0, ) (4.18)
> (F,-F)(O,-0)

= _ (4.19)

R? = r? (4.20)

sendo:
F: valor previsto do consumo;
O: valor observado do consumo;

F e O: média aritmética de ambas variaveis e

n: numero de intervalos de tempo.

As tabelas de contingéncia sdo usadas para estudar a relacdo entre duas ou mais
variaveis, descrevendo as frequéncias das categorias de uma das variaveis em
relacdo as categorias de outras, ou seja, € uma tabela de frequéncias classificadas
de acordo com os valores das variaveis em questdo. E uma tabela de dupla entrada
em que as linhas correspondem a uma variavel e as colunas a outra variavel. A
tabela 4.7 mostra uma tabela de contingéncia onde, as linhas correspondem aos
dados previstos, e as colunas aos dados observados.
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Tabela 4.7: Tabela de contingéncia para contagem dos dados previstos e
observados do consumo de agua.

OBSERVADO
evento nao evento total
g evento A B A+B
S
m ~
& | n&o evento D C+D
total A+C B+D n= A+B+C+D

onde:
e A é o numero de acertos do evento;
e B é o numero de eventos previstos, mas que nao foram observados;
e C € o numero de eventos que foram observados e nao foram previstos;
e D é o numero de acertos do ndo-evento;
e (A+C) é o total de eventos observados;
e (B+D
e (A+B

e (C+D) é o total de nao-eventos previstos e

) é o total de ndo-eventos observados;
)

é o total de eventos previstos;

e n é o tamanho do conjunto ou amostra.

A tabela de contingéncia é util para verificar que tipos de erro estdo ocorrendo. Uma
previsao perfeita deveria produzir apenas acertos e ndo falsos alarmes e erros. Para
verificar o desempenho das previsdes (Wilks, 2006) serd calculado também, a
exatidao (E), a frequiéncia de bias (viés), a probabilidade de deteccao (POD), a taxa
de falso alarme (FAR), o indice critico de sucesso (CSl) e a probabilidade de falsa
deteccao (POFD), descritas pelas equacoes 4.21, 4.22, 4.23, 4.24, 4.25 e 4.26

_A+D

E (4.21)
n
vigs=A*B (4.22)
A+C
poD=_A (4.23)

A+C
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FAR = (4.24)
A+B
A
CSl=———— 4.25
A+C+B ( )
B
POFD = (4.26)
D+B

O FAR indica a porcentagem de valores que nao foram previstos corretamente; o
POD a porcentagem de valores que foram previsto corretamente; o CSl indica as
porcentagens dos valores previstos ou observados corretamente e o POFD as
porcentagens dos valores que nao foram previstos. Os valores perfeitos para essas
séo:

FAR=0

POD =1

CSl=1

POFD =0

SSEENEE NN
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5. RESULTADOS

Os resultados obtidos foram gerados através dos dados de consumo de agua
obtidos do Sistema de Controle e Operagéao de Abastecimento (SCOA) da Sabesp e
dados meteorolégicos da Estacdo Meteorolégica do IAG. A RNA utilizada foi uma
rede feedforward de 3 camadas e o algoritmo o LLSSIM (Hsu et al., 1995), que é
uma combinagédo do algoritmo dos Minimos Quadrados Linear e da otimizagdo do
algoritmo Simplex. O objetivo é obter uma solugdo para a previsdo de consumo,
utilizando como entrada o consumo e dados meteorologicos, esperando-se que a
previsdo possa ser utilizada para a otimizacdo da operacdo do sistema de
abastecimento.

Para demonstrar a aplicabilidade e funcionalidade do modelo proposto, apresentam-
se os resultados do desempenho da RNA levando em conta a situacao climatolégica
e socioeconbmica da regido. Serdo apresentados neste capitulo, os resultados
obtidos para o treinamento, teste e previsdo da RNA, assim como, a estatistica
gerada para verificar o desempenho da rede. Também sera mostrada uma analise

da relagéo do consumo com as variaveis meteorolégicas.

5.1. Anadlise dos dados disponiveis

A principio, os dados disponiveis, para analise dos efeitos das variaveis

meteorolégicos no consumo e os dados para entrada da RNA foram de:

- consumo de agua da Regidao Metropolitana de Sao Paulo fornecido pela SABESP;

- variaveis meteorolégicas da rede de monitoramento da CETESB e da estacao
meteoroldgica do IAG e

- precipitacao da rede telemétrica do Alto Tieté (RTAT) fornecidos pela Fundacgao
Centro Tecnoldgico de Hidraulica (FCTH).
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Todos estes dados estdo em formato de planilhas, fato que levou a verificagéo se
todos os dados estavam concatenados para o periodo de 2001 a 2005. O problema
da ndo concatenacado é que, algumas vezes, existem dados para um determinado
periodo de uma variavel, mas ndo para a outra variavel. A opgao para verificar a
concatenacao entre as variaveis foi verificar as falhas existentes para o periodo dos
dados existentes. A figura 5.1 mostra exemplos das planilhas criadas para verificar
as falhas dos bancos de dados da CETESB e do FCTH.

A figura 5.1a apresenta um trecho da planilha criada para os dados da CETESB
para o ano de 2004. Outras planilhas semelhantes foram criadas para o periodo de
2001 a 2005. A funcdo dessas planilhas € indicar onde ndo existem dados. A
primeira linha da figura 5.1a corresponde as estacdes da CETESB que contém
dados meteoroldgicos. As variaveis meteorologicas disponiveis para cada uma
dessas estacbes podem ser observadas na segunda linha. O dia e o més
encontram-se na primeira coluna da planilha, essas datas correspondem ao periodo
de 01/01 a 31/12 de 2004. A hora pode ser vista na segunda coluna. Como essa
planilha é muito grande observa-se na figura 5.1a somente os dados do periodo de
01/01 a 04/01. Observa-se que existem células coloridas e células em branco. A
célula em branco é onde existem dados e a colorida é onde ndo tém dados,
observa-se que existem longos periodos sem dados.

Um exemplo de planilha para os dados pluviométricos da RTAT pode ser visto na
figura 5.1b. Observa-se os dados do posto da Barragem de Ponte Nova para o ano
de 2004. Para outros postos e anos foram criadas planilhas semelhantes ao da
Barragem de Ponte Nova. Na linha 1 observa-se a data, correspondente ao periodo
de 01/01/2004 a 31/12/2004, assim como na figura 5.1a e que, devido ao tamanho
da planilha é mostrado apenas o periodo de 01/01/2004 a 15/02/2004.

Na coluna 1 encontra-se a hora e na linha 2 os minutos. Novamente, quando se tem
células em branco existem dados e quando estdo pintadas faltam dados. Desta
forma, nota-se que para alguns periodos existem dados para Barragem Movel e nao
existem para os dados da CETESB, ou vice-versa. O grande problema nas falhas
existentes nesses dados & seu preenchimento. Muitas vezes, existem periodos
longos, onde ha auséncia de dados, tornando-se dificil estabelecer um critério para o
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preenchimento dessas falhas. As planilhas completas, exemplificando o que foi dito,
podem ser vistas no Anexo 1.

12|13 (14)15]16{17|18]19)20(21{22|23(24| 1|2|3| 4|5 |6 |7| 8| 9 10{ 1] 12|13| 1415 (16|17 |1B|19{20| 21| 22|23 24

n
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Figura 51: Falhas existentes no banco de dados CETESB e FCTH para o ano de
2004, as células em branco € onde existem dados e as coloridas sdo onde ndo tém
dados. (a) exemplo de uma planilha do banco de dados da CETESB, Para todas as
estacbes com dados meteoroldgicos, o F significa falha, a cor laranja indica que nao
existem dados para a temperatura, a azul para a umidade e rosa para a velocidade.
(b) exemplo de planilha para o banco de dados da RTAT para o posto da Barragem
Ponte Nova.
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A porcentagem de falhas para as estacées meteoroldgicas da CETESB, estacdes
pluviométricas da RTAT e consumo de agua sao apresentadas na figura 5.2. Nota-
se que o conjunto de dados da CETESB e RTAT apresentam uma quantidade
significativa de falhas nos dados. Os dados faltantes compreendem periodos longos
e de dificil preenchimento, principalmente os de chuva. Por outro lado, as falhas
existentes no banco de dados do Sistema de Abastecimento sdo menores, sendo
que as mais significativas encontram-se nas ETA’s Alto Cotia e Ribeirdo da Estiva.
Nessa ultima, as medicdes comecaram em 2002. e as falhas da ETA Alto Cotia séo
devidas ao préprio sistema. Os dados da estacdo meteoroldgica do IAG estao
consistidos e por esta razdo ndo contém falhas. Devido ao grande numero de falhas
das estacées da CETESB e RTAT, optou-se em utilizar somente os dados da

estacao do IAG.

O numero de dados, as médias, valores, minimos e maximos de consumo e 0S
desvios padrao para as ETAs estao na tabela 5.1. O menor banco de dados refere-
se a ETA Ribeirdo da Estiva devido aos erros de dados, falhas e ter iniciado as

medicoes somente em 2002. O maior banco de dados obtido foi da ETA Rio Claro.

Tabela 5.1: Caracteristicas dos sistemas produtores da SABESP na RMSP entre
2001 e 2005. Estao indicados, o numero de dados, as médias, desvios padrao,
minimos e maximos de consumo de agua (m®s™).

No de | Média |Desvio Padrao Minimo Maximo

ETA dados | (m®s™) (m®s™) (m®s™) (m®s™)
ABV - Guarapiranga | 42811 13,05 1,06 9,01 19,41
Cantareira 41832 31,11 3,40 20,00 39,80
Alto Tieté 42732 9,30 1,55 6,00 17,38
Rio Grande 41775 4,55 0,35 2,18 5,55
Rio Claro 42937 1,19 0,27 0,10 2,00
Alto Cotia 38515 0,98 0,20 0,22 1,59
Baixo Cotia 38738 0,38 0,11 0,10 0,73
Ribeirdo da Estiva 16287 0,09 0,01 0,01 0,12
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Figura 5.2: Porcentagem de falhas (%): para o periodo 2001 a 2005: a) Sistema de
Abastecimento RMSP, cada nome identifica uma ETA; b) Estacées Meteorologicas
da CETESB, as siglas correspondem a: EST: estacdo, e o numero depois de EST
corresponde ao numero da estacdo, DIR: direcdo do vento, VEL: velocidade do
vento, TEMP: temperatura, HUM: umidade, RAD: radiacao, PRESS: pressao e UVA:
raio ultravioleta e c) Estacdes pluviométricas da Rede Telemétrica do Alto Tieté onde
cada nome corresponde a uma estacéao diferente. As cores indicam o ano.
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5.2. Anadlise do consumo de agua

A producao e distribuicdo de agua em sistemas de abastecimento tendem a seguir
um padrdao com variagdes influenciadas pelas condicdes climaticas, dia da semana,
demanda dos usuarios, sazonalidade, consumo excepcional e outros. A agua
consumida varia continuamente em funcdo do tempo, variacbes que podem ser
anuais, mensais, diarias, horarias e instantaneas. As variacbes anuais tendem a
ocorrer com o crescimento populacional, melhoria dos habitos da populacao e do

desenvolvimento populacional.

A variagdo anual do consumo total do Sistema Produtor de Agua da RMSP
encontra-se na figura 5.3. Observa-se o crescimento do consumo durante os anos
devido ao aumento populacional e crescimento socioeconémico, mas, em 2004,
ocorreu uma queda no consumo, provocada pelo fato que, no decorrer dos anos de
2003 e 2004, os indices pluviométricos ficaram abaixo da média, resultando em um
reabastecimento insuficiente dos reservatérios, em particular no Sistema Cantareira,
o maior sistema da Regido Metropolitana de Sdo Paulo. Em razdo dessa estiagem, a
SABESP implementou um programa para incentivar a populacdo da RMSP a reduzir

0 consumo de agua.

O ano de 2001 teve o menor valor de consumo devido ao racionamento ocorrido
nesse ano. Os anos de 2000 e 2001 foram muito secos, com baixos indices
pluviométricos ocorrendo uma reducao consideravel do nivel da represa do Sistema

Cantareira a exemplo de 2003 e 2004.
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Figura 5.3: Producdo de agua do Sistema Produtor de Agua da RMSP para o
periodo de 2001 a 2005.

O consumo médio mensal tende a mostrar a sazonalidade existente. Os maiores
consumos ocorrem no verao, € 0s menores, no inverno. Em geral, a tendéncia do
consumo é diminuir a partir do més de marco e aumentar a partir do més de
novembro, meses que correspondem as estagdes outono/inverno e primavera/verao,
respectivamente. No inverno, as temperaturas sdo mais baixas e com isto tem-se
uma reducao do consumo, ao contrario do verdo em que as temperaturas sdo mais
elevadas. Outro fator que gera um aumento do consumo no verao sao as chuvas
que frequentemente ocasionam enchentes. Ja no inverno a redugdo de chuva
provoca uma reducdo da umidade relativa deixando o clima mais seco, e o clima

seco, também, eleva o consumo.

A Figura 5.4 mostra as anomalias do consumo médio mensal dos principais sistemas
adutores (ABV — Guarapiranga, Garau-Cantareira e Alto Tieté) e do consumo médio
total. Nota-se que a evolugcdo mensal de cada sistema € distinta e relacionada ao
perfil populacional, outras peculiaridades de cada regido e de sua localizagao.
Observa-se que, devido ao perfil socioambiental, socioecondmico e as atividades
desenvolvidas nessas regides, os picos minimos do sistema Guarau ocorrem em
maio; ja no sistema ABV, ocorrem dois picos, um em julho e outro em outubro, € no

Alto Tieté, em setembro.
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Figura 5.4. Anomalias da producao de agua média mensal e da producao total. A
linha azul corresponde a ETA ABV-Guarapiranga, a linha abébora a ETA Garau —

Cantareira, a verde a ETA Alto Tieté e a rosa pontilhada ao consumo total das trés
ETA’s.

Observa-se que o0 pico maximo ocorre em marco devido ao retorno das atividades
normais na cidade, considerando que janeiro e fevereiro é periodo de férias. A
producéo dos sistemas Guarapiranga e Alto Tieté tém a mesma evolugédo temporal,
com algumas diferencas, embora a caracteristica da densidade populacional das
duas regides sejam parecidas. Os sistemas ABV e Alto Tieté apresentam anomalias
de producao muito menores do que o sistema Guarau, que apresenta uma variacao

maior para os valores abaixo da média de longo prazo, quando comparado aos
valores acima da média.

A evolucao da producdo média mensal do consumo total do Sistema Produtor de
Agua e a média anual do consumo para o periodo de 2001 a 2005 sdo mostradas na
figura 5.5. Em geral, a tendéncia do consumo é diminuir a partir do més de marco e
de aumentar a partir do més de novembro, meses que correspondem as estacdes
outono/inverno e primavera/verdo, respectivamente. No inverno, as temperaturas
sdo mais baixas e com isto teremos uma reducdo do consumo, ao contrario do verao
em que as temperaturas sao mais elevadas.
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Figura 5.5: Evolugéo temporal da produgao de dgua média mensal total do Sistema
Produtor de Agua da RMSP. A linha azul é a producdo médio para cada més e a
linha rosa € consumo médio total

Observa-se que os consumos dos meses mais quentes sempre estdo acima da
média e os dos meses mais frios abaixo. O més de maio tem o mesmo valor da
média anual do consumo, o0 més de margo o maior e julho o de menor consumo. O
més de agosto tem um pico em relagdo aos meses de inverno, isto € consequéncia

do tempo seco que ocorre nesse periodo provocando um aumento No consumo.

O comportamento do consumo nos dias da semana é variavel. Entdo, em um dia
qualquer da semana, o consumo pode ser diferente da média da regido em funcao
de parametros que interferem no sistema. Isso evidencia a limitacdo do uso de uma
curva média em aplicacdes de operacdes em tempo real. Na figura 5.6a, observa-se
a producéo total (linha azul) e média (linha rosa) para os dias da semana. Nota-se
gue o unico dia da semana que esta abaixo da média € o domingo; ja a sexta feira é
o dia de maior consumo, sendo que as quartas-feiras e os sabados sao dias de
consumo préximos da média. Isto ndo é regra, porque essa variacao depende de
fatores inerentes na regido de cada sistema. O domingo € o dia em que as
atividades, tanto residencial, industrial e comercial estdo reduzidas, fato este que

colabora para diminuir o consumo.
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Figura 5.6: Evolugdo temporal da produgdo de agua meédio diario. a) Consumo
médio diario total do Sistema Produtor de Agua da RMSP. A linha azul é o consumo
médio para cada dia da semana e a linha rosa é consumo médio total. b) Consumo
dos trés principais ETA’s da RMSP, linha vermelha ETA Alto Tieté, linha rosa ETA
Cantareira e linha azul ETA Guarapiranga.
O efeito da localidade do sistema é observado na figura 5.6b. Nota-se que a
producdo da ETA Guarapiranga (linha azul) ndo oscila muito até quinta-feira e o
consumo reduz-se a partir de sexta-feira até domingo, quando atinge o menor valor.
A ETA Cantareira (linha rosa) tem um comportamento diferente do Guarapiranga;
seu consumo é mais ou menos constante no inicio da semana, ocorrendo uma
queda na quarta-feira e voltando a subir na quinta-feira, quando, na sexta-feira

atinge seu valor maximo e no domingo 0 minimo.
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Entretanto, em linhas gerais, pode-se dizer que o consumo dos dois sistemas tem
comportamentos mais ou menos parecidos, 0 que ndo se pode dizer da ETA Alto
Tieté (linha vermelha). Como esta ETA abastece uma regido dormitério, onde a
populacdo é mais presente no periodo noturno durante a semana, o consumo é
totalmente diferente dos outros dois sistemas. Neste caso, 0 maior consumo ocorre
no sabado que € quando a populagdo permanece mais tempo em suas residéncias.
Diferentes dos outros o menor consumo ocorre na segunda-feira e sobe com o
passar da semana. Comparando a figura 6a e 6b, pode-se dizer que o consumo total
segue o padrao da ETA Cantareira, e isto acontece por ela ser a maior do sistema e

ter uma influencia maior no calculo do consumo total.

O consumo horario varia com o decorrer do dia, o tipo de consumidor de cada regiao
e ocorréncias que possam acontecer. Em geral o pico do consumo horario ocorre a
partir das 12 horas (figura 5.7a), onde passa a ser mais ou menos constante com
pequenas variagdes de consumo até as 17 horas. O consumo comeca a diminuir em
torno das 18 horas, tornando-se quase constante no periodo entre 21 e 24 horas. O
periodo de 1 as 6 horas da manha apresenta uma reducédo do consumo, sendo que
0 minimo ocorre as 6 horas da manha e apo6s este periodo passa a aumentar

novamente.

As Figs. 5.7b, ¢ e d mostram a evolucao horaria do consumo para diferentes dias da
semana. A ETA Alto Tieté apresenta dois picos de consumo, durante o dia, por volta
das 12h e 16h tendo o maior pico aos sabados. A regido abastecida pela referida
ETA é denominada de cidade dormitério onde a populacdo tende a aumentar nos
fins de semana. O consumo horario da ETA Alto Tieté ndo tem um ciclo, diurno e

noturno bem definido como nas outras duas.

O consumo da ETA’s Cantareira e Guarapiranga, figura 5.7b e 5.7c
respectivamente, tém o padrao de consumo horario bem semelhante a curva do
consumo total do sistema produtor. Conforme exposto anteriormente o menor
consumo ocorre aos domingos nas duas ETA’s e durante os outros dias da semana,
elas tem variacbes em seus consumos horarios, mas ndao obedecem 0 mesmo
comportamento, em alguns dia da semana, o consumo pode ser maior ou menor

em uma ou outra ETA.
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Figura 5.7: Evolucao temporal da producédo de agua médio horario: a) Producao total
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Dias da semana estao indicados pela cor das linhas na legenda.
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Os consumos nos dias de feriado e férias no ano de 2005 das ETAs Cantareira,
Guarapiranga e Alto Tieté podem ser observados na Figura 5.8, indicando que o
consumo de agua, nos feriados, € menor do que no periodo de férias, na ETA
Cantareira. Nas ETAs Guarapiranga e Alto Tieté, isto ndo ocorre, pois nota-se que,
em determinados horarios nos dias de feriado, o consumo é maior do que do
periodo de férias. Sugere-se que as caracteristicas populacionais na regidao da
referida da ETA determinem este comportamento. Os horarios de pico dos feriados e
férias da ETA Cantareira e Guarapiranga coincidem, além de apresentarem um ciclo

diuturno bem mais definido em relagéo a ETA Alto Tieté.
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Figura 5.8: Evolugcédo temporal da producdo de agua médio horario em dias de férias
(linha vermelha) e feriado (linha azul) para a das trés ETA, ETA Cantareira (topo),
ETA Guarapiranga (meio) e ETA Alto Tiete (baixo).
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5.3. Anadlise do consumo de agua comparadas as variaveis meteorolégicas

Eventos de precipitacado, rajadas de vento e granizo sobre a RMSP no periodo de
verao e os eventos intensos de baixa umidade no outono e inverno tém impacto
significativo na populagdo e com isto no consumo de agua. A Figura 5.9 mostra o
consumo de agua total mensal (CT), a temperatura média do ar (T), umidade relativa
(UR), precipitacao (R) e pressao(P). O comportamento do consumo médio segue o
ciclo anual da chuva/temperatura onde 0 maximo ocorre no inicio do ano (verao) e o
minimo por volta de junho/julho no inverno (periodo seco). Assim, o consumo
maximo coincide com o periodo de temperaturas e umidade mais elevadas em Sao
Paulo. Por outro lado o consumo minimo ocorre quando a temperatura é baixa.
Consumo e temperatura tém o mesmo comportamento, quando a temperatura
diminui 0 consumo também diminui e vice versa com excecdo dos meses de junho,
agosto e dezembro de 2004 e abril de 2005.
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Figura 5.9. Anomalias do consumo total (CT), temperatura (T), umidade relativa
(UR), precipitacao (R) e pressao (P).

Quando a umidade diminui, 0 consumo aumenta; isto acontece porque o ar fica mais

seco. Os menores consumos ocorreram geralmente em julho quando as
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temperaturas sdo menores. O més de maior consumo é margo. Observa-se que, em
2003, ocorreu uma diminuicdo do consumo no més de outubro por causa do
racionamento de agua. As temperaturas médias em 2004 foram anemas e 0
consumo também foi menor do que os anos anteriores. A umidade relativa menor
estd associada ao aumento de consumo de &agua, principalmente por razdes
fisiologicas. O ano de 2002 foi o mais seco da série. A umidade relativa tem as
maiores variagcdes da média, tanto para positivo como para negativo e como ja foi

citado anteriormente, esta variavel tem grande influéncia no consumo de agua.

Observa que a chuva e o consumo tém 0 mesmo sinal, ou seja, quando um aumenta
o outro também aumenta. Este fato € ocasionado porque, ap6s a chuva, a
populacao tem que fazer limpezas, principalmente se ocorreu enchentes. Quando a
pressao atmosférica diminui, 0 consumo aumenta, a exemplo do que ocorre com a

temperatura e consumo.

Nota-se que o0 ano de 2002 foi menos chuvoso (seco), quando ocorreu racionamento
de agua. Observa-se que chuvas fracas e de longa duracao tendem a diminuir o
consumo; por outro lado, chuvas intensas elevam o consumo por causa da limpeza
das areas afetadas. Por outro lado, sé apds eventos de chuva prolongada, o
consumo tende a aumentar em virtude da limpeza doméstica, particularmente de

vestuario.

A figura 5.10 mostra a evolugdo mensal do consumo total médio e total da
precipitacdo, temperatura e umidade relativa média. Nota-se um aumento de
consumo no més de agosto devido a baixa umidade relativa. Nota-se que o
consumo aumenta ou diminui com o aumento ou diminuicdo da temperatura, exceto
nos meses de janeiro e agosto em razdo das férias e baixa umidade do ar,
respectivamente. Por dltimo, o consumo de agua mensal tende a diminuir com o

aumento da umidade relativa, precipitacao e diminuigao da temperatura.



56

55

53

52

Q(m’s’)

51
S0

<49

55

53

Q(m’s”)

52

81

49

55

53

52

Q(m's™)

51
50

49

30

+ 25

+ 20

@
P (mm)

jan
fev -

mar -

Ny 1

jan

noy 4

jan

=
-t

:

=
=

ma P
jun

jul 4

ago

L

=
[=)

now 4

3

23

- 22

21
20
19
18
17
16

()

15

86

4 84

[

82

UR (%)

1 76
1 74
1 72

o

70

Figura 5.10: Evolugdo temporal do consumo de agua dos trés sistemas adutores e
do total de precipitacéo (topo), da temperatura (meio) e da umidade relativa (baixo).
A linha azul se refere ao consumo total em todos os graficos. Eixo das ordenadas da
direita corresponde a variavel meteorolégica e, o da esquerda, ao consumo total.

O efeito da temperatura média no consumo médio de agua na regiao das trés ETAs

mais importantes (Cantareira, Guarapiranga e Alto Tieté), entre 06 e 10 de janeiro

(periodo quente), e 06 e10 de julho (periodo frio) de 2005 é mostrado na figura 5.11.
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O consumo diminui em dias frios e aumenta em dias quentes. Nota-se que o pico de
consumo em dias quentes ocorreu por volta das 13 h e nos dias frios, por volta das
16h. A diferenca é mais acentuada no periodo noturno. A ETA Guarapiranga
também nado apresenta um ciclo diuturno com grande amplitude. Notamos que a

grande diferenca entre estes dias encontra-se na ETA Alto Tieté.
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Figura 5.11: Evolucao temporal do consumo de agua médio horario para 5 dias
quentes (linha vermelha) e 5 dias frios (linha azul) na regido das ETA Cantareira
(topo), ETA Guarapiranga (meio) e ETA Alto Tiete (baixo).
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5.4. Anadlise de Correlacao

A relacao linear entre duas variaveis aleatérias sao muito importantes para uma boa
previsdo. A correlacdo refere-se a medida da relagado entre duas variaveis, embora
correlacdo nao implique causalidade. O grau de correlacdo existente entre 11
variaveis do setor Itaim Paulista e ETA Cantareira estdo nas tabelas 5.2 e 5.3

respectivamente. Os valores em azul sdo aqueles superiores ou iguais a | 0,1 O| .

As correlagbes baixas indicam que nenhuma variavel é dominante e que o conjunto
das mesmas é que resulta no consumo. Dentro da coluna cinza, na tabela 5.2, sdo
apresentadas as correlagdes existentes entre a variavel principal, que é o consumo
de agua (Q), e as variaveis de interesse. Nota-se que a hora (H), estacdo do ano
(EA), tipo do dia (TD), temperatura (T), umidade (UR), direcédo (Dir) e velocidade do

vento (Vel) sdo variadveis que apresentam correlacdo com o consumo.

A temperatura e umidade em relacdo ao consumo (Q) tém a correlacdo maior e com
sinal inverso, 0,60 e -0,67 respectivamente. Isto indica que a temperatura e o
consumo crescem ou decrescem no mesmo sentido, e a umidade em sentido
contrario. O fato das correlacbes serem baixas sugere que o uso da RNA pode ser
uma ferramenta que consiga fazer uma previsdo de consumo melhor do que com se
fosse usada uma regressdo simples, isto, porque a RNA tentara generalizar e

aprender com os valores que serdo fornecidos.

Na tabela 5.3, observa-se a correlacdo para ETA Cantareira, a exemplo da tabela
5.2, a coluna cinza corresponde a correlagdo existentes entre o consumo de agua
(Q) e as outras variaveis. Novamente a hora (H), estacdo do ano (EA), tipo do dia
(TD), temperatura (T), umidade (UR), direcdao (Dir), velocidade do vento (Vel) e
também o tipo do dia (TD) sao as variaveis que melhor apresentam correlagdo com
o consumo. A temperatura e umidade seguem tendo a melhor correlacdo com o

consumo, 0,49 e -0,54 respectivamente.
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Tabela 5.2: Correlacao de variaveis meteorologicas, temperatura (T), umidade (UR),
chuva (R), pressao (P), diregcao do vento (Dir) e velocidade do vento (Vel), consumo
de agua (Q), hora (H), dia da semana (DS), estacdo do ano (EA) e tipo do dia (TD)
do setor Itaim Paulista para identificar as melhores variaveis para uma previsdo de
consumo de agua. Os valores em azul correspondem a valores maiores 0,10 e a

coluna cinza indica as correlagbes com a variavel de interesse o consumo (Q).

VARIAVEL H | DS | EA | TD T UR R P Dir | Vel Q
Hora (H) 1 | 0.00 | 0.00 | 0.00 | 0.16 | -0.14 | 0.00 | 0.01 | 0.13 | 0.06 | 0.49
Dia Semana (DS) 0.00 | 1 0.00 | 0.65 | 0.03 | -0.01 | 0.00 | -0.01 | 0.01 | -0.01 | 0.04
Estacdo do Ano (EA) | 0.00 | 0.00 | 1 0.00 | -0.21 | 0.05 | 0.02 | 0.14 | 0.02 | 0.10 | -0.04
Tipo do Dia (TD) 0.00 | 0.65 | 0.00 | 1 0.00 | 0.00 | -0.01 | 0.00 | 0.04 | 0.03 | 0.04
Temperatura (T) 0.16 | 0.03 | -0.21 | 0.00 | 1 |-0.73 | -0.01 | -0.48 | 0.36 | 0.31 | 0.60
Umidade (UR) -0.14| -0.01 | 0.05 | 0.00 | -0.73 | 1 0.10 | 0.09 | -0.34 | -0.39 | -0.67
Chuva (R) 0.00 | 0.00 | 0.02 | -0.01 | -0.01 [ 010 | 1 |-0.11 | 0.08 | 0.02 | -0.05
Presséo (P) 0.01 | -0.01 | 0.14 | 0.00 | -0.48 | 0.09 | -0.11 | 1 |-0.24 | -0.08 | -0.01
Direcao (Dir) 0.13 | 0.01 | 0.02 | 0.04 | 0.36 | -0.34 | 0.08 | -0.24 | 1 0.23 | 0.27
Velocidade (Vel) 0.06 | -0.01 | 0.10 | 0.03 | 0.31 | -0.39 | 0.02 | -0.08 | 0.23 | 1 0.40
Consumo (Q) 0.49 | 0.04 | -0.04 | 0.04 | 0.60 | -0.67 | -0.05 | -0.01 | 0.27 | 0.40 | 1

Tabela 5.3: Correlacao de variaveis meteorologicas, temperatura (T), umidade (UR),
chuva (R), presséo (P), direcao do vento (Dir) e velocidade do vento (Vel), consumo
de agua (Q), hora (H), dia da semana (DS), estacdo do ano (EA) e tipo do dia (TD)
para ETA Cantareira para identificar as melhores variaveis para uma previsdo de
consumo de agua. Os valores em azul correspondem a valores maiores 0,10 e a

coluna cinza indica as correlacbes com a variavel de interesse o consumo (Q).

VARIAVEL H | DS | EA | TD T UR R P Dir | VEL [ Q
HORA (H) 1 | 0.00 | 0.00 | 0.00 | 0.15 | -0.14 | 0.00 | 0.01 | 0.12 | 0.06 | 0.28
Dia semana (DS) 000 1 |-0.01] 0.64 | 0.05 | -0.03 | -0.01 | 0.00 | 0.00 | -0.01 | -0.16
Estacdo do Ano (EA)[| 0.00 | -0.01 | 1 | -0.01 | -0.26 | 0.02 | -0.02 | 0.22 | -0.01 | 0.08 | 0.06
Tipo do Dia (TD) 0.00 | 0.64 | -0.01 | 1 0.02 | -0.01 | -0.01 [ -0.01 | 0.03 | 0.04 | -0.24
Temperatura (T) 0.15| 0.05 | -0.26 | 0.02 | 1 |-0.71 | 0.00 | -0.50 | 0.37 | 0.31 | 0.49
Umidade (UR) -0.14| -0.03 | 0.02 | -0.01 | -0.71 | 1 0.10 | 0.07 | -0.34 | -0.39 | -0.54
Chuva (R) 0.00 | -0.01 | -0.02 | -0.01 | 0.00 | 010 | 1 [-0.11 | 0.07 | 0.02 | -0.02
Presséo (P) 0.01 | 0.00 | 0.22 | -0.01 | -0.50 | 0.07 | -0.11 | 1 | -0.25 | -0.08 | -0.05
Direcéo (Dir) 0.12 | 0.00 | -0.01 | 0.03 | 0.37 | -0.34 | 0.07 | -0.25 | 1 0.25 | 0.21
Velocidade (Vel) 0.06 | -0.01 | 0.08 | 0.04 | 0.31 | -0.39 | 0.02 | -0.08 | 0.25 | 1 0.25
Consumo (Q) 0.28 | -0.16 | 0.06 | -0.24 | 0.49 | -0.54 | -0.02 | -0.05 | 0.21 | 0.25 | 1

A figura 5.12 apresenta as varia¢des das correlagdes, da ETA Cantareira e do setor
Itaim Paulista, em relagao as variaveis meteorolégicas e antrépicas. Observa-se que
os valores das correlagdes do setor Itaim Paulista em relacdo a ETA Cantareira séo
maiores com excecao as variaveis, estacdo do ano e chuva. Isto pode estar
relacionado com os valores médios do consumo e ao tamanho do setor abastecido.
A ETA Cantareira é um setor produtor. Ela gera e distribuir agua para varios setores
que tem caracteristicas bem diferentes umas das outras, isto pode indicar o porqué

de seus valores serem menor do que do setor Itaim Paulista que € um sistema



74

pequeno. O setor Itaim Paulista € considerado um setor residencial com
caracteristicas bem definidas.

A umidade e a temperatura, tanto para o Itaim Paulista como para ETA Cantareira,
mostram os maiores valores de correlagdo se comparadas as outras variaveis.
Essas varidveis tém comportamentos diferentes, sendo que a correlagdo da

temperatura € sempre positiva e da umidade negativa.

Os valores observados na correlacao identificam as seguintes classes de correlagao:
c=t1: perfeita;

+1< ¢ 210,7: forte;

+0,7<c 2+0,3: moderada;

1+0,3<c 20: fraca e

c=0: nula.

Nota-se na figura 5.12 que as correlagdes ficaram entre moderada e fraca. Isto pode
indicar que se pode ter uma relacdo nao linear entre as variaveis, levando a
acreditar novamente que a RNA seja uma boa solugéo para a previsao do consumo,

devido a nao linearidade das variaveis com o consumo.
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em relacdo as variaveis meteorologicas e antrépicas.
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5.5. Analise utilizando Rede Neural Artificial

A RNA utilizada, neste trabalho, foi uma rede multicamadas percepton (MLP) e o
software utilizado foi o LLSSIM. A RNA foi treinada com os dados de consumo da
ETA Cantareira e do setor ltaim Paulista, além do dia da semana, tipo do dia, hora,
estacdo do ano, temperatura, umidade, chuva, pressao, velocidade e diregcao do
vento. As variaveis foram normalizadas entre 0 — 1 para que ficassem com a mesma
escala de valor. O conjunto de dados foi divido em trés partes: 70% para o
treinamento, 15% para o teste e os outros 15% para validacdo. O treinamento, o
teste e a previsdo foram executados considerando diversas topologias.

5.5.1. ETA Cantareira

A ETA Cantareira foi escolhida por ser a mais importante do sistema produtor de
agua da Sabesp, abastecendo o maior numero de populacdo. Para gerar os dados
para a RNA foram utilizados dados do ano de 2005. Para verificar o desempenho
dos modelos de RNA, descritos na tabela 4.3, foram calculados o erro médio (EM), o
erro médio absoluto (MAE), o erro médio quadratico (RMSE) e o coeficiente de
correlagdo (r), que podem ser vistos nas tabelas 5.4, 5.5 e 5.6, respectivamente

treinamento, teste e previsao.

Na tabela 5.4, observa-se que o melhor resultado para treinamento foi para o
modelo RNA-C-8 (coluna cinza), onde RNA é Rede Neural Artificial, o C é Cantareira
e 8 € o numero do modelo. Esse modelo utilizou a média do consumo de 12 horas, e
tem a configuracdo de 18-1-1, ou seja, tem 18 entradas, 1 camada escondida e 1
camada de saida. Os piores valores ocorreram para o modelo RNA-C-1 (coluna
vermelha), o modelo utilizou dados horarios e a configuragédo foi 10-1-1. Os modelos
RNA-C-1 e 2 ndo utilizaram o consumo como entrada da RNA. Os demais modelos

utilizar o consumo e as variaveis meteorolégicas como entrada nos tempos (t) e (t-1).
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Tabela 5.4: Valores de Erro Médio Absoluto (MAE), Erro Médio (EM), Erro Médio
Quadratico (RMSE) e Coeficiente de correlagédo (r) para o treinamento dos modelos
de RNA’s do sistema produtor da Cantareira. A coluna vermelha sdo os piores
valores e a coluna azul os melhores valores.

RNA-C-1 | RNA-C-2 | RNA-C-3 | RNA-C-4 | RNA-C-5 | RNA-C-6 | RNA-C-7 [ RNA-C-8 | RNA-C-9
Erro Médio Absoluto (MAE) 1,565 1,308 1,308 1,344 1,127 1,105 1,147 0,767 1,117
Erro Médio (EM) 0,263 -0,177 -0,177 2,953 2,175 2,109 2,260 0,152 0,741
Erro Médio Quadratico (RMSE) 2,050 1,721 1,721 1,719 1,475 1,452 1,503 1,034 1,402
Coeficiente de Correlacao (r) 0,694 0,763 0,763 0,698 0,787 0,793 0,775 0,824 0,790
Coeficiente de Determinacgao (Rz) 0,481 0,583 0,583 0,487 0,620 0,629 0,600 0,679 0,624

Para o teste foram utilizados somente os modelos RNA-C-1, 2 e 3. Observa-se
(tabela 5.5) que os piores valores ocorreram para o modelo RNA-C-1 (vermelho), ja
os modelos RNA-C-2 e 3 (azul) tiveram valores praticamente iguais, obtendo os

melhores resultados.

Tabela 5.5: Valores de Erro Médio Absoluto (MAE), Erro Médio (EM), Erro Médio
Quadratico (RMSE) e Coeficiente de correlacao (r) para o teste dos modelos de
RNA’s do sistema produtor da Cantareira. A coluna vermelha apresenta os piores
valores e a coluna azul os melhores resultados.

RNA-C-1 RNA-C-2 RNA-C-3
Erro médio Absoluto (MAE) 1,824 1,490 1,489
Erro Médio (EM) 1,009 -0,728 -0,726
Erro médio quadratico (RMSE) 2,392 1,990 1,990
Coeficiente de Correlacgao (r) 0,674 0,707 0,707
Coeficiente de Determinacio (R?) 0,454 0,500 0,500

Assim como para o treinamento, na previsédo (tabela 5.6) os piores e os melhores
valores ocorreram respectivamente para RNA-C-1 (vermelho) e RNA-C-8 (azul). Os
valores EM, MAE, RMSE e r sdo menores para o treinamento de todos os modelos,
piorando para teste e previsdo dos modelos. A previsdo tem os maiores valores, e
isto ocorre porque na previsdo os valores do consumo ndo sédo fornecidos como
saida da RNA, obrigando a RNA a calcular os valores sem ter referéncia para isto.

Tabela 5.6: Valores de Erro Médio Absoluto (MAE), Erro Médio (EM), Erro Médio
Quadratico (RMSE) e Coeficiente de correlacao (r) para a previsdo dos modelos de
RNA’s do sistema produtor da Cantareira. A coluna vermelha sdo os piores valores
e a coluna azul os melhores valores.

RNA-C-1 | RNA-C-2 | RNA-C-3 | RNA-C-4 | RNA-C-5 | RNA-C-6 | RNA-C-7 [ RNA-C-8 | RNA-C-9
Erro médio Absoluto (MAE) 2,434 1,801 1,801 1,635 1,524 1,577 1,619 1,071 1,117
Erro Médio (EM) 1,725 -1,185 -1,187 0,906 0,663 0,936 1,070 0,683 0,741
Erro médio quadratico (RMSE) 3,171 2,368 2,367 0,226 0,161 1,994 2,084 1,360 1,402
Coeficiente de Correlacao (r) 0,562 0,694 0,695 0,661 0,716 0,733 0,724 0,792 0,790
Coeficiente de Determinacgao (Rz) 0,316 0,482 0,483 0,437 0,513 0,538 0,524 0,628 0,624
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A figura 5.13 apresenta a evolugdo temporal do consumo observado (linha azul) e
consumo obtido pelo modelo RNA-C-8 (linha rosa). A evolugdo obtida para o
treinamento é observada na figura 5.13a, e da previsdo na figura 5.13b. Observa-se
que alguns valores tendem a ser subestimados e outros superestimados. A previsao
superestima mais do que o treinamento. Na média, os valores obtidos no
treinamento se aproximam mais do valor observado do que os valores da previséo.
Nota-se que os valores menores tendem a ser mais superestimados do que os
valores maiores, principalmente na previsao. Uma justificativa, para esse fato pode

ser que os valores observados estejam incorretos.
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Figura 5.13: Evolugéo temporal do consumo de agua para o modelo RNA-C-8, onde
a linha azul € o consumo observado, e a linha rosa é o consumo previsto pelo
modelo. a) treinamento, b) previsao

Os gréficos de espalhamento para o modelo RNA-C-8 estéo representados na figura
5.13, a linha vermelha corresponde a linha de tendéncia. Observa-se que o
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coeficiente de correlagdo R? do treinamento (0,590) é maior que o da previsdo
(0,435). Esses valores indicam que o treinamento tem uma correlacdo maior com os
dados observados do que os obtidos para a previsdo. A linha de tendéncia indica
que os valores, tanto para o treinamento como para previsdo, tem uma relacao
positiva, mas imperfeita entre os valores observados e obtidos pelo modelo. E
indicam uma correlacdo moderada. O espalhamento do treinamento tem um
comportamento parecido com o da previsdo, porém a concentracao de pontos esta

na faixa de 31 a 34 m®s™ 0 que n&o ocorre na previsio.
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Figura 5.13: Digrama de espalhamento da série temporal de consumo de agua
estimado pelo treinamento (a) e previsdo (b). Estdo indicados o ajuste linear (linha
vermelha) e o coeficiente de correlagdo (R?).

Para verificar a exatidao (E), a frequéncia de bias (BIAS), probabilidade de detecgéo
(POD), taxa de falso alarme (FAR), indice critico de sucesso (CSI) e probabilidade
de falsa deteccao (POFD), foram criados limites de consumo. Esses limites foram
estabelecidos utilizando a média, e a média + 0,25 e + 0,5 do desvio padrdo. A
exatidao é mostrada nas figuras 5.14 a, b e ¢ que correspondem respectivamente ao
treinamento, teste e previsao.
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No treinamento (figura 5.14a), observa-se que os menores valores de exatidao
ocorreram para o modelo RNA-C-1 e 4. O modelo RNA-C-4 obteve os menores
valores de exatidao para todos os limites utilizados, quando comparados com 0s
outros modelos. Sendo que, o0 menor valor para esse modelo ocorreu para o limite.
O menor valor do modelo RNA-C-1 ocorreu para limite de 30,52 m®s™. Para esses
limites, pode-se dizer que 75% dos valores foram previstos corretamente. Os
maiores valores de exatiddo ocorreram para as faixas de 30,52 m°s™ e 33,42 m%s™,
respectivamente para os modelos RNA-C-8 e 9, onde 85% dos valores foram

previstos corretamente.

Observa-se que o menor valor de exatiddo para o teste (figura 5.14b) foi do modelo
RNA-C-1 para o limite de 31,24 m®s™", e 0 maior para o limite 33,42 m3s™, também
do modelo RNA-C-1. Onde, foram previstos corretamente 66% e 81% dos valores
respectivamente. Na previsao (figura 5.14c), o menor valor ocorreu para o limite
31,97 m®™ do modelo RNA-C-1 e 62% dos valores foram previstos corretamente.
Os modelos RNA-C-8 e 9 para o limite de 33,42 m3s” obteve o maior valor de
exatiddo, onde 83% dos valores foram previstos corretamente. A gama de valores
previstos corretamente ficou entre 75% a 85% para o treinamento, 70% a 81% para
o teste e 62% a 83% da previsao. A tabela 5.7 mostra os modelos da Cantareira que

tiveram os maiores e menores valores de exatidao.

Tabela 5.7: Modelos de RNA’s que tiveram os menores e maiores valores de
Exatidao (E), e a faixa de porcentagem de valores previsto corretamente , para o
treinamento, teste e previsédo, do sistema produtor da Cantareira.

Menores Maiores Previsto Corretamente
Treinamento | RNA-C-1e 4 | RNA-C-8e9 75% a 85%
Teste RNA-C-1 RNA-C-1 66% a 81%
Previsao RNA-C-1 RNA-C-8 62% a 83%

A frequéncia de bias (Viés) mede a tendéncia do sistema de previsdo em
superestimar e subestimar os valores previstos. Os valores de Viés>1 indicam que o
sistema superestima os valores previstos, Viés<1 subestima e Viés=1 indica valores
perfeitos. A figura 5.15 mostra os valores da frequéncia de bias (Viés) obtidos para
os limites dos modelos de RNA do sistema Cantareira.
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Figura 5.15: Valores da frequéncia de bias (viés) dos modelos RNA para os limites
de consumo de 30,53, 31,24, 31,97, 32,69 e 33,42m%™" indicados pelas curvas
azuis, vermelhas, rosas, verdes e roxas respectivamente. (a) treinamento, (b) teste e
(c) previsao.



82

O valor perfeito ocorreu para o modelo RNA-C-5 no valor limite de 33,42m>s™ para o
treinamento (figura 5.15a). Para o teste e previsdo nao se obteve valor perfeito. No
treinamento, os valores foram superestimados para os limites 30,52m3s™
RNA-C-2 e 3, 32,69m°', modelos RNA-C-1 e 4, e 33,42 m®', modelos
RNA-C-1,4,6 e 7. Os valores abaixo de 1 estdo entre a faixa de 0,58 a 0,99.

Indicando que os valores de alguns limites e modelos podem ter sido subestimados

, modelos

ou ficado préximos dos valores observados. No teste (figura 5.15b), os modelos
RNA-C- 2 e 3 superestimaram todos os limites e 0 modelo RNA-C-1 subestimou. A
figura 5.15¢ mostra que novamente os modelos RNA-C-2 e 3, para a previsao,
superestimaram os valores de todos os limites. E os modelos RNA-C-1, e RNA-C-4 a
9 subestimaram todos, sendo que, os menores valores ocorreram para 0os modelos
RNA-C-1, 4 e 7. Os valores subestimados ficaram na faixa entre os valores 0,22 a
0,95, mostrando que alguns valores foram subestimados, mas ficaram bem proximos
dos valores observados. O resumo dos modelos onde a frequéncia de bias (viés)

subestimou e superestimou encontra-se na tabela 5.8.

Tabela 5.8: Modelos de RNA’s que tiveram valores subestimados ou
superestimados devido a avaliacdo da freqtiéncia de bias (viés), para o treinamento,
teste e previsdo, do sistema produtor da Cantareira.

Subestimou Superestimou
Treinamento RNA-C-4 RNA-C-1,2,3,4,6e7
Teste RNA-C-1 RNA-C-2 e 3
Previsao RNA-C-1,4e7 RNA-C-2e 3

A figura 5.16 mostra a probabilidade de deteccdo (POD), a taxa de falso alarme
(FAR), o indice critico de sucesso (CSI) e probabilidade de falsa deteccdo (POFD)
para os modelos de RNA do sistema Cantareira para o treinamento, teste e
previsdo. O POD indica os valores que foram previstos corretamente e o CSI, os
valores que foram previstos ou observados corretamente. O FAR e o POFD mostram
os valores que nao foram previstos corretamente. Nota-se que esses indices tem os
mesmos comportamentos quando comparados. Observa-se que o CSI e o POFD
sempre sao menores que POD e FAR em todos os modelos, indicando que na maior

parte do tempo os valores previstos sdo maiores que os observados
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Figura 5.16: Valores da probabilidade de detec¢ao (POD), linha azul, a taxa de falso
alarme (FAR), linha vermelha, indice critico de sucesso (CSI), linha rosa, e
probabilidade de falsa detec¢cao (POFD), linha azul claro, para os modelos de RNA
do sistema da Cantareira. (a) treinamento, (b) teste e (c) previsao.
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No treinamento (figura 5.16a), 0 modelo RNA-C-4 tem os menores valores para POD
e CSIl e os maiores para FAR e POFD. No teste (figura 5.16b), 0 modelo RNA-C-1
obteve os menores valores para todos os indices. Os modelos RNA-C-2 e 3 tiveram
0s maiores valores para POD, FAR e POFD, e o menor para CSl em relagdo aos
outros modelos. Os modelos RNA-C-2 e 3 tiveram o mesmo comportamento na
previsao (figura 5.16c¢), tendo os maiores valores para POD, FAR e POFD, e menor
para CSI. A tabela 5.9 apresenta a média do POD, FAR, CSl e POFD, para o
treinamento, teste e previsdo. As células em azul indicam os melhores resultados, e
as vermelhas os piores. Nota-se que o teste tem os piores resultados quando
comparados com o treinamento e a previsdo. Isto pode ter ocorrido devido ao
conjunto de dados utilizado para o teste.

Tabela 5.9: Média do POD, FAR, CSI e POFD, para o treinamento, teste e previsao.
As células em azul indicam os melhores resultados, € as vermelhas os piores.

TREINAMENTO TESTE PREVISAO

67%

POD
FAR
CsSl
POFD

5.5.2. Itaim Paulista

O consumo do setor Itaim Paulista € predominantemente residencial (91,9%)
(Tsutiya, 2006), e o setor faz parte do sistema Alto Tieté. A figura 5.17 mostra o
comportamento do consumo obtido pelos modelos RNA-IP-1 e 2, para o
treinamento, teste e previsdo. Na denominacdo dos modelos, RNA significa Rede
Neural Artificial, o IP a Itaim Paulista e 1 e 2 ao numero do modelo.

A configuragdo do modelo RNA-IP-1 é 18-1-1 e do RNA-IP-2 € 18-5-1, ou seja,
existem 18 nos na camada de entrada, 1 nd na camada de saida e,
respectivamente, 1 e 5 nés na camada escondida. Entdo, a diferenga entre esses
modelos é o numero de nés na camada escondida. Esses testes foram realizados
para verificar qual a influéncia do numero de ndés na camada escondida nos

modelos.
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Figura 5.17: Evolucao temporal do consumo de agua para os modelos RNA-IP-1 e
RNA-IP-2, onde a linha azul € o consumo observado, linha vermelha é o consumo
previsto pelo RNA-IP-1 e linha verde modelo RNA-IP-2. a) treinamento, b) teste e c)

previsao.
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Observa-se na figura 5.17 que os modelos tendem a acompanhar os valores
observados. Na figura 5.17b nota-se que os valores obtidos pelo modelo RNA-IP-2
(linha verde), teve um deslocamento muito grande quando comparado aos valores
observados (linha azul) e do modelo RNA-IP-1 (linha vermelha). A razdo desde
deslocamento pode ter ocorrido devido ao conjunto de dado utilizado. No
treinamento (figura 5.17a), tanto 0 modelo RNA-IP-1 quanto o RNA-IP-2 tiveram uma
pequena defasagem em relacdo aos valores observados, sendo que, o modelo
RNA-IP-1 apresentou uma defasagem maior do que do modelo RNA-IP-2. Na
previsao (figura 5.17c), os resultados dos modelos ficaram proximos dos valores
observados. Os valores de consumo pequenos tendem a ser mais superestimados
dos os valores maiores. Entdo, o aumento do numero de nés na camada escondida
melhora em alguns casos um pouco o resultado, mas em outros ndo. Observou-se
que esse fato aumenta o tempo de processamento, mas nao traz tanto beneficios
para os resultados. Desta forma, optou-se que em utilizar somente um né camada

escondida para os demais testes realizados para o setor Itaim Paulista.

Os diagramas de espalhamento dos modelos RNA-IP-3 e 4 estdo na figura 5.18. A
diferenca entre os modelos é que o modelo RNA-IP-3 utiliza somente as variaveis
meteoroldgicas e o consumo como entrada e o modelo RNA-IP-4, a temperatura, a
umidade relativa e o consumo como entrada. Os dois modelos ndo utilizaram as
variaveis antropicas na entrada da RNA. As configuracdes dos modelos sdo 14-1-1 e
6-1-1, respectivamente. Nota-se que no treinamento (figura 5.18a) e no teste (figura
5.18b) para os dois modelos tém-se um espalhamento maior que para a previsao
(figura 5.18c), sendo que o espalhamento do teste é maior do que para o
treinamento e previsdo. O diagrama de espalhamento para previsao tende a ter uma
correlacdo quase perfeita entre os dados previstos e os observados. O melhor R?
ocorreu para previsao e o menor para o teste dos dois modelos. O modelo RNA-IP-3
tem um R? um pouco melhor que do modelo RNA-IP-4. Assim, pode-se dizer que
quando utilizamos todas as variaveis meteoroldgicas disponiveis, elas influenciam
mais do que quando utilizamos somente a temperatura e a umidade. Observa-se
também em alguns valores os modelos tendem a subestimar e/ou superestimar
alguns valores. Alguns valores estimados diferem significativamente dos valores

observados.
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Figura 5.18: Digrama de espalhamento da série temporal de consumo de agua
observado e estimado pelo: a) RNA-IP-3 - treinamento, b) RNA-IP-4 - treinamento, c)
RNA-IP-3 - teste, d) RNA-IP-4 - teste, e) RNA-IP-3 - previsdo e b) RNA-IP-4 -
previsdo. Estdo indicados o ajuste linear (linha vermelha) e o coeficiente de
correlagao (R?).
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Os modelos RNA-IP-5 a 8 utilizaram a média do consumo de 6 horas. O treinamento
e a previsao foram realizados para 6, 12, 18 e 24 horas, e as configuracdes
utilizadas foram 18-1-1, 25-1-1, 32-1-1 e 39-1-1, respectivamente. Os numeros da
camada de entrada foram aumentando a medida que se acrescentou a memoria das
6 horas anteriores, para cada passo a frente da previsao, e isto aconteceu para o

treinamento e a previsao.

Na figura 5.19, nota-se que os valores estimados (linha vermelha) algumas vezes
sdo subestimados e em outros superestimados. Em determinados momentos os
valores observados e estimados coincidiram. Observa-se que os valores estimados
e observados completam um ciclo a cada 24 horas. Nota-se que o treinamento e a
previsdao melhoram a medida que o tempo da previsdo vai aumentando, isto ocorre

devido ao acréscimo da memoria do sistema.

Os valores estimados para o modelo RNA-IP-5 sempre é subestimado tanto para
treinamento (figura 5.19a) quanto para previsao (figura 5.19b). Os valores estimados
oscilam, para mais ou para menos ou coincidem com os valores observados para 0s
outros modelos. Observa-se, também que em determinadas horas, ocorre uma
pequena defasagem entre os valores estimados e observados para os modelos
RNA-IP-6 a 8. Os piores valores ocorreram para o modelo RNA-IP-5, e os melhores
para o modelo RNA-IP-8, que correspondem a previsdo de 6 e 24 horas,
respectivamente. Nota-se, que os valores passaram a ficar melhor a partir do modelo
RNA-IP-6. Conclui-se, que a previsao para 6 horas serd um bom instrumento para
previsdes futuras, mas o das 24 horas sera mais precisa.
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Figura 5.19: Evolucao temporal do consumo de agua para os modelos RNA-IP-5 a 8,
onde a linha azul € o consumo observado, linha vermelha é o consumo previsto. a)
treinamento — RNA-IP-5, b) previsdo — RNA-IP-5, c) treinamento — RNA-IP-6, d)
previsao — RNA-IP-6, e) treinamento — RNA-IP-7, f) previsdo — RNA-IP-7, @)
treinamento — RNA-IP-5 e h) previsdo — RNA-IP-5.
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Para os modelos RNA-IP-1 a 4, os resultados do erro médio (EM), do erro médio
absoluto (MAE), do erro médio quadratico (RMSE) e do coeficiente de correlagao (r)
podem ser vistos na tabela 5.10, para o treinamento, o teste e a previsao. Nota-se
que o modelo RNA-IP-2 tem os melhores resultados para o treinamento e previsao,
e o pior resultado para o teste. No teste o melhor resultado ocorreu para o modelo
RNA-IP-4. Na previsdo o pior resultado ocorreu para o modelo RNA-IP-1. No
treinamento ndo houve pior resultado, pois os valores obtidos estdo bem proximos

uns dos outros.

Tabela 5.10: Valores de Erro Médio Absoluto (MAE), Erro Médio (EM), Erro Médio
Quadratico (RMSE) e Coeficiente de correlacdo (r) para o treinamento, teste e
previsdo dos modelos RNA-IP 1, 2, 3 e 4 do setor Itaim Paulista. A coluna vermelha
sdo os piores valores e a coluna azul os melhores valores.

TREINAMENTO

RNA-IP-1 | RNA-IP-2 | RNA-IP-3 | RNA-IP-4
Erro Médio Absoluto (MAE) 0.073 0.057 0.073 0.074
Erro Médio (EM) 0.005 0.003 0.004 0.004
Erro Médio Quadratico (RMSE) 0.101 0.081 0.101 0.102
Coeficiente de Correlacao (r) 0.937 0.960 0.937 0.936
Coeficiente de Determinacdo (R%)| 0,878 0,922 0,878 0,876

TESTE

RNA-IP-1 | RNA-IP-2 | RNA-IP-3 | RNA-IP-4
Erro Médio Absoluto (MAE) 0.084 0.297 0.082 0.082
Erro Médio (EM) 0.019 0.044 0.005 0.003
Erro Médio Quadratico (RMSE) 0.129 0.367 0.128 0.128
Coeficiente de Correlacao (r) 0.882 0.132 0.882 0.882
Coeficiente de Determinacao (R2 0,778 0,017 0,778 0,777

PREVISAO

RNA-IP-1 | RNA-IP-2 | RNA-IP-3 | RNA-IP-4
Erro Médio Absoluto (MAE) 0.073 0.054 0.067 0.066
Erro Médio (EM) 0.037 0.016 0.021 0.013
Erro Médio Quadratico (RMSE) 0.090 0.070 0.084 0.083
Coeficiente de Correlacao (r) 0.962 0.973 0.962 0.961
Coeficiente de Determinacdo (R%) | 0,925 0,847 0,926 0,924

A tabela 5.11 mostra o erro médio (EM), o erro médio absoluto (MAE), o erro médio
quadratico (RMSE) e o coeficiente de correlacao (r) para os modelos RNA-IP-5 a 8
para o treinamento e previsdo. O pior resultado ocorreu para o0 modelo RNA-IP-5
tanto para o treinamento como para a previsao, como este modelo n&o utilizava as
memo©érias passadas do sistema, os maiores valores de MAE, EM, RMSE e o menor r
podem tem ocorrido por isto. Os valores para o treinamento, para os modelos RNA-

IP-6, 7 e 8 ficaram parecidos indicando que a memodria do sistema colabora para a
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aproximacao dos resultados da previsdo em relacdo aos valores observados. O
treinamento tem o MAE e RMSE maior, comparado ao da previsédo, mas 0 erro

médio é menor. O valor de r para a previsao foi melhor para treinamento.

Tabela 5.11: Valores de Erro Médio Absoluto (MAE), Erro Médio (EM), Erro Médio
Quadratico (RMSE) e Coeficiente de correlagdo (r) para o treinamento e previsao
para os modelos RNA-IP 5, 6, 7 e 8 do setor Itaim Paulista. A coluna vermelha sao
0s piores valores.

TREINAMENTO

RNA-IP-5 | RNA-IP-6 | RNA-IP-7 | RNA-IP-8
Erro médio Absoluto (MAE) 0.070 0.044 0.045 0.045
Erro Médio (EM) 0.011 0.006 0.006 0.006
Erro médio quadratico (RMSE) 0.089 0.060 0.060 0.060
Coeficiente de Correlacao (r) 0.930 0.969 0.969 0.969
Coeficiente de Determinacdo (R%) | 0,865 0,939 0,938 0,938

PREVISAO

RNA-IP-5 | RNA-IP-6 | RNA-IP-7 | RNA-IP-8
Erro médio Absoluto (MAE) 0.044 0.028 0.028 0.030
Erro Médio (EM) 0.024 0.009 0.010 0.012
Erro médio quadratico (RMSE) 0.083 0.058 0.059 0.061
Coeficiente de Correlacao (r) 0.884 0.935 0.931 0.929
Coeficiente de Determinacao (R)| 0,965 0,965 0,965 0,965

Para o calculo da exatidao (E), da freqiéncia de bias (BIAS), da probabilidade de
deteccéo (POD), da taxa de falso alarme (FAR), do indice critico de sucesso (CSl) e
da probabilidade de falsa deteccao (POFD) foram utilizados os seguintes limites de
consumo: a média, e a média +1 e 1,5 do desvio padrdo. A tabela 5.12 mostra os
resultados para E obtidos para os modelos RNA-IP-1 a 8, para o treinamento, teste e
previsdo. Para os modelos RNA-IP-5 a 8, o teste nao foi realizado.

No treinamento, a exatiddao indica que mais de 90% dos valores obtidos pelos
modelos estao corretos. O modelo RNA-IP-5 é excecao, porque obteve trés valores
(célula cinza) abaixo de 90%. Os valores desse modelo estdo acima de 80%, sendo
que o pior valor foi de 83,5% (vermelho). O melhor valor ocorreu para os modelos
RNA-IP-7 e 8 e foi de 99,6%. Para o teste, o modelo RNA-IP-4 mostrou o melhor
resultado de exatiddo, que foi de 97,6% (azul), e o pior ocorreu para o modelo
RNA-IP-2, e foi de 60,5% (vermelho). Os modelos RNA-IP-1 a 4 obtiveram apenas
trés valores abaixo de 90% (célula cinza) para a previsao, e demais valores estao
acima de 90%. Para esses modelos o maior valor foi 97,8% (azul) para o modelo
RNA-IP-3 e o menor 87,2% (vermelho) para o modelo RNA-IP-3. O maior valor para
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os modelos RNA-IP-5 a 8 foi de 98,5% (azul) e o menor 81,4% (vermelho). A
exatidao para os modelos que utilizaram a média de 6 horas tende a ser menores do
que dos modelos que utilizam a média horaria. Os valores para o teste também,

tendem a serem mais baixos que para o treinamento e previsao.

Tabela 5.12: Valores de Exatidao (E) e o limite utilizado para o treinamento, teste e
previsdao dos modelos RNA-IP-1 a 8. Os numeros em vermelhos sdo os menores
valores e os azuis os melhores. A célula cinza apresenta valores abaixo de 90%.

TREINAMENTO

LIMITE | RNA-IP-1 | RNA-IP-2 | RNA-IP-3 | RNA-IP-4 | LIMITE | RNA-IP-5 | RNA-IP-6 | RNA-IP-7 | RNA-IP-8
0.80 0.949 0.951 0.950 0.951 0.88 0.835 0.955 0.935 0.947
0.95 0.917 0.943 0.911 0.915 1.00 0.995 0.995 0.996 0.996
1.23 0.917 0.949 0.921 0.919 1.23 0.867 0.905 0.901 0.912
1.52 0.944 0.951 0.942 0.943 1.47 0.889 0.921 0.922 0.920
1.66 0.961 0.967 0.962 0.961 1.59 0.973 0.973 0.972 0.971
TESTE
LIMITE | RNA-IP-1 | RNA-IP-2 | RNA-IP-3 | RNA-IP-4 | LIMITE | RNA-IP-5 | RNA-IP-6 | RNA-IP-7 | RNA-IP-8
0.80 0.943 0.913 0.943 0.944 0.88 - - - -
0.95 0.881 0.650 0.887 0.887 1.00 - - - -
1.23 0.894 0.605 0.901 0.899 1.23 - — — -
1.52 0.951 0.778 0.956 0.954 1.47 — — — —
1.66 0.974 0.882 0.975 0.976 1.59 - — — -
PREVISAO

LIMITE | RNA-IP-1 | RNA-IP-2 | RNA-IP-3 | RNA-IP-4 | LIMITE | RNA-IP-5 | RNA-IP-6 | RNA-IP-7 | RNA-IP-8
0.80 0.872 0.923 0.875 0.879 0.88 0.837 0.985 0.970 0.957
0.95 0.940 0.958 0.939 0.938 1.00 0.962 0.970 0.972 0.967
1.23 0.929 0.960 0.938 0.929 1.23 0.814 0.872 0.872 0.857
1.52 0.954 0.970 0.963 0.967 1.47 0.842 0.879 0.877 0.877
1.66 0.975 0.973 0.978 0.976 1.59 0.982 0.982 0.982 0.982

A frequéncia de bias (Viés) para o treinamento, teste e previsdao para os modelos
RNA-IP-1 a 8 estdo na tabela 5.13. Os valores de Viés>1 estdo nas células cinza
claro, os Viés<0,5 nas células cinza escuro e os Viés=1 nas células amarelas. No
treinamento, o valor perfeito ocorreu para os modelos RNA-IP-1, 3, 4, 5 e 6. O maior
valor de Viés é observado no modelo RNA-IP-7 e é de 1,12 (azul) e o menor é 0,23

(vermelho) que ocorreu para o modelo RNA-IP-4.

No treinamento, os modelos RNA-IP-1 a 4 tende a superestimar os valores que
estdo proximos da média dos valores observados. Os valores baixos tendem a ser
subestimados para os modelos RNA-IP-1, 2 e 4. Os modelos RNA-IP-6 a 8 a
superestimar os valores altos e baixos, e o modelo RNA-IP-5 a subestimar. No teste,
o valor perfeito ocorreu nos modelos RNA-IP-1,3 e 4. Os limites baixos foram
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subestimados para todos os modelos, sendo que o menor valor foi 0,28 (vermelho).
Os modelos RNA-IP-2, 3 e 4 tendem a superestimar os valores, sendo que 0 maior
valor foi de 1,05 (azul), e ocorreu para modelo RNA-IP-2. Assim como no

treinamento, os valores baixos tendem a ser subestimados.

O modelo RNA-IP-1, para previsao, tem o valor mais baixo de todos os Viés, e foi de
0,06 (vermelho), indicando que os valores foram subestimados. Os modelos
RNA-IP-3, 4 e 5, também subestimaram os valores. Os valores perfeitos foram
observados nos modelos RNA-IP-1, 3, 4 e 6. Os valores foram superestimados no
para os modelos RNA-IP-5,6,7 e 8, sendo que o modelo RNA-IP-7 teve o maior
valor, 1,07 (azul). Os valores dos limites mais altos tendem ser superestimados para
os RNA-IP-2, 5, 6, 7 e 8. O limite 1,59 m®s™' de todos modelos superestimam os

valores previstos.

Tabela 5.13: Valores de frequéncia de bias (Viés) e o limite utilizado para o
treinamento, teste e previsao dos modelos RNA-IP-1 a 8. Os numeros em vermelhos
sd0 0os menores valores que ocorreram, e em azul os maiores. A célula cinza escura
mostra os valores <0,5, a amarela =1 e cinza claro valores >1.

TREINAMENTO

LIMITE | RNA-IP-1 | RNA-IP-2 | RNA-IP-3 | RNA-IP-4 | LIMITE | RNA-IP-5 | RNA-IP-6 | RNA-IP-7 | RNA-IP-8
0,80 | 0,29 0,82 0,25 023 | 088 | 0,66 1,07 1,12 1,01
095 | 095 0,93 0,93 093 | 1,00 1,00 1,00 1,01 1,01
1,23 1,01 1,01 1,02 1,02 | 1,23 | 0,93 0,95 0,92 0,94
1,52 | 0,99 0,99 0,99 099 | 1,47 | 0096 0,95 0,95 0,96
1,66 1,00 1,01 1,00 1,00 | 1,59 1,03 1,03 1,03 1,02

TESTE

LIMITE | RNA-IP-1 | RNA-IP-2 | RNA-IP-3  RNA-IP-4| LIMITE | RNA-IP-5 | RNA-IP-6 | RNA-IP-7 | RNA-IP-8
0,80 0,80 _ - - -
095 | 0,84 1,05 0,88 089 | 095 - - - -
1,23 | 0,95 0,85 1,01 1,02 | 1,23 - - - -
1,52 1,00 0,94 1,00 1,01 1,52 - - - -
1,66 | 0,99 0,97 1,00 1,00 | 1,66 - - - -

PREVISAO

LIMITE | RNA-IP-1 | RNA-IP-2 | RNA-IP-3 | RNA-IP-4 | LIMITE | RNA-IP-5 | RNA-IP-6 | RNA-IP-7 | RNA-IP-8
0,80 0,88 041 1,00 0,84 0,83
095 | 0,88 0,92 0,93 093 | 1,00 1,01 1,04 1,07 1,05
1,23 | 0,93 0,96 1,00 1,02 | 1,23 | o083 0,89 0,88 0,87
1,52 | 0,97 0,99 0,99 099 | 1,47 | 0,89 0,95 0,96 0,96
1,66 1,00 1,01 1,00 1,00 | 1,59 1,02 1,02 1,02 1,02

A probabilidade de detecgao (POD), a taxa de falso alarme (FAR), o indice critico de

sucesso (CSI) e a probabilidade de falsa deteccdo (POFD), para os modelos




94

RNA-IP-1 a 8 do setor Itaim Paulista podem ser visto na figura 5.20. Observa-se que
os valores de CSI (linha rosa) sdao sempre menores do que do POD (linha azul). O
FAR (linha vermelha) e POFD (linha azul clara) ttm comportamentos diferentes para

o treinamento, teste e previsao.

No treinamento (figura 5.20a), os modelos RNA-IP-1 a 4 tém valores de POD e CSI
menores que dos modelos RNA-IP-5 a 8, indicando que esses modelos tendem a
fazer uma previsdo mais precisa que dos modelos RNA-IP-1 a 4. Observa-se que os
valores de CSI| dos modelos RNA-IP-6 a 8 estao proximos de 0,9 e os valores de
POD acima de 90%. Os valores de FAR dos modelos RNA-IP-1 a 4 sdo maiores que
dos modelos RNA-IP-5 a 8. Nota-se que os valores de POFD tém um
comportamento inverso do FAR, onde os valores dos modelos RNA-IP-5 a 8 séo
maiores que dos modelos RNA-IP-1 a 4. Os valores de consumo baixos foram

superestimados e os altos subestimados no treinamento.

Na figura 5.20b observa-se que para o teste os valores de FAR e CSI sdo maiores
do que os valores de POD e CSI para o modelo RNA-IP-2. Esse resultado indica que
esse modelo n&do fez boas previsées. Os valores de POD s&o maiores do que CSI, e
sdo menores dos que os obtidos para o treinamento. Isto mostra que os valores
obtidos para o treinamento sdo melhores que o do teste. Os valores de FAR sao

maiores que POFD para os modelos RNA-IP-1, 3 e 4.

Novamente, na previsao (figura 5.20c), os valores de POD sao maiores que CSI
para todos os modelos. Assim como FAR é maior que POFD. Nota-se que o0s
valores de POFD para os modelos RNA-IP-5 a 8 sdo bem maiores que os valores de
FAR, isto ndo ocorre para os modelos RNA-IP-1 a 4, onde os valores estédo
proximos. Observa-se que isto ocorreu somente na previsdo, no treinamento e no
teste, os valores ficaram proximos. Os valores POD e CSI ficaram parecidos com os
resultados obtidos pelo treinamento, e foram melhores que do teste. Desta forma,
pode se dizer que os valores do treinamento e previsdo sdo melhores do que de
teste e isto pode ter corrido devido a divisdo do banco de dados.
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Figura 5.20: Valores da probabilidade de deteccao (POD), linha azul, taxa de falso
alarme (FAR), linha vermelha, indice critico de sucesso (CSl), linha rosa, e
probabilidade de falsa deteccao (POFD), linha azul clara, para os modelos de RNA
do setor Itaim Paulista. (a) treinamento, (b) teste e (c) previsao.
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A tabela 5.14 mostra a média dos valores de CSI, FAR, CSI e POFD para os
modelos RNA-IP-1 a 8. Observa-se que os piores valores (células vermelhas)
ocorreram para o teste dos modelos RNA-IP-1 a 4, com excecdo do POFD que
ocorreu para a previsdao dos modelos RNA-IP-5 a 8. O melhor valor médio (célula
azul) do POD indica que 89% dos valores previstos pelos modelos RNA-IP-5 a 8
foram previstos corretamente, e a menor média foi para o teste dos modelos

RNA-IP-1 a 4, e indicou que 66,6% dos valores foram previstos corretamente.

A melhor média do CSI ocorreu para o treinamento dos modelos RNA-IP-5 a 8 e
indicam que foram previstos ou observados corretamente 83,5% dos valores e o pior
valor ocorreu para os modelos RNA-IP-1 a 4 e foi de 61,9%. Os modelos
RNA-IP-1 a 4 obtiveram a melhor média para a previsao e indica que 5,6% dos
valores nado foram previstos corretamente e o pior ocorreu para o teste desses
mesmos modelos e indicaram que 25,1% nao foram previstos corretamente. A média
de POFD indica que 9,3% dos valores dos modelos RNA-IP-1 a 4 ndo foram
previstos corretamente, esses valor indica a melhor média e ocorreu na previsdo. O

pior valor ocorreu para a previsdo dos modelos RNA-IP-5 a 8 e foi de 28,2%.

Tabela 5.14: Média do POD, FAR, CSI e POFD, para o treinamento, teste e
previsdo. As células em azul indicam os melhores resultados, e as vermelhas os

piores. -

TREINAMENTO TESTE PREVISAO

POD | A5 2 e A e 7%,
FAR I ENAIPS 28
CS!ANATPsat
POFD | A5 e

A previsao 6tima foi utilizada para simular uma previsao onde os dados observados
foram utilizados como se fossem valores previstos. Os dados sdo horarios e foram
feitas previsdes de 1 a 24 horas. Os modelos RNA-IP-9 a 32 utilizam dados sem a
memoria e os modelos RNA-IP-33 a 55 utilizam a memdéria do sistema, RNA-IP-56 e

57 que tem duas particularidades, o primeiro utilizou todas as memarias do sistema
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e 0 segundo utilizou todas as memdrias do sistema com exce¢do das memorias do

consumo anterior.

Os modelos apresentam uma previsdo para 24 horas. A figura 5.21 mostra o
treinamento e a previsdo da RNA para os modelos RNA-IP-9 a 32 (linha vermelha) e
RNA-33 a 55 (linha verde), cada hora corresponde ao valor previsto pelo respectivo
modelo de sua hora. Nota-se que no treinamento e na previsao os valores previstos
tém uma defasagem no tempo em relagdo aos valores observados. Os valores dos
modelos RNA-IP-9 a 32 (linha vermelha) tendem a acompanhar mais a evolucao do
consumo observado (linha azul) do que os dos modelos RNA-IP-33 a 55.

Observa-se que, nos modelos RNA-IP-33 a 55, em determinadas horas ocorre um
achatamento da curva tanto para o treinamento como para previsdo, além de que
eles tendem a oscilar mais do que dos modelos RNA-IP-9 a 32. Nota-se que 0s
modelos tendem a seguir o padrao do consumo observado (linha azul), sendo que
os modelos RNA-IP-33 a 55 tém valores mais proximos dos observado do que os
modelos RNA-IP-9 a 32. Os picos observados tendem a oscilar tanto para mais
como quanto para menos dos valores observados. Desta forma, observa-se que
quando se aumenta a memoéria do sistema os valores tendem a melhor os
resultados obtidos pelos modelos, por essa razdo € que os valores obtidos pelos
modelos RNA-IP-33 a 55 sdao um pouco melhor que dos modelos RNA-IP-9 a 32. Os
valores obtidos pela previsdo sdo melhores que os obtidos pelo treinamento dos
modelos.

A figura 5.22 mostra os valores previstos para os modelos RNA-IP-32, 55, 55 a 57.
Nota-se que em relacdo ao valor observado, o valor é maior para o modelo
RNA-IP-32 e menor para RNA-IP-57 e o que mais se aproxima do valor observado é
o modelo RNA-IP-55. O modelo RNA-IP-57 n&o utiliza valores de consumo anterior
como entrada da RNA, levando o modelo a ter o maior erro, no treinamento e
previsdo. O modelo RNA-IP-56 utilizou todos os dados anteriores das variaveis
meteoroldgicas e do consumo anterior € mostrou apenas que aumentou seu tempo

de processamento e nao melhorou seu resultado.
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Figura 5.21: Evolucao temporal do consumo de agua para os modelos RNA-IP-9 a
32 e RNA-IP-33 a 55, onde a linha azul é o consumo observado, linha vermelha é o
consumo previsto por RNA-IP-9 a 32 e linha verde modelo RNA-IP-33 a 55. a)
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Figura 5.22: Evolugdo do consumo de agua para os modelos RNA-IP-32, 55, 56 e 57
e consumo observado. a) treinamento e b) previsao

O erro médio (EM), erro médio absoluto (MAE), erro médio quadratico (RMSE),
coeficiente de correlacdo (r) e coeficiente de determinagédo (R?) para o treinamento e
previsdo sao mostrados na figura 5.23. Nota-se que os valores oscilam mais para
previsao (figura 5.23b) do que para o treinamento (figura 5.23a). No treinamento, os
valores de EM, MAE, RMSE tendem a nao ter muita variacdo com excecdo do
modelo RNA-IP-57 que é maior para EM, MAE e RMSE. As variagdes dos erros nos
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modelos RNA-IP-9 a 32 e RNA-IP-33 a 55 sdo pequenas. Os valores tendem a
serem maiores para os modelos RNA-IP-5 a 32; do que para RNA-IP-33 a 55.
Observa-se que na previsao (figura 5.23b), as oscilacdes dos erros obtidos pelos
modelos sdo maiores do que do treinamento (figura 5.23a).

No treinamento, nota-se que ocorreu um pequeno aumento nos erros do modelo
RNA-IP-26, com relagdo aos modelos RNA-IP-9 a 33. A partir do modelo RNA-IP-34
ocorre uma queda nos valores, com excec¢ao dos modelos RNA-IP-38, 50, 56 e 57
que tém aumento nos seus valores. O maior valor para 0s erros ocorreu para o
modelo RNA-IP-57. Na previsdo, o EM tem mais flutuagdes nos valores quando
comparados aos outros erros. Os maiores picos de EM ocorreram em RNA-IP-34 e
38 e os menores em RNA-IP-32 e 56. O MAE também tem muitas variagcdes, mas
oscilam menos que os valores de EM. O menor pico ocorreu para RNA-IP-17 e o
maior para RNA-IP-55 e 57. Os valores de RMSE sdo constantes para maioria dos
modelos, mas 7 modelos tiveram picos muitos altos e sao eles: RNA-IP-9, 10, 32,
33, 55, 56 e 57. Os RMSE da previsao sao zero para varios modelos, isto indica que
as previsdes sao perfeitas. Assim, considerando os erros na maior parte do tempo
eles sdo baixos, mesmo nos picos, indicando que as previsbes podem ser
consideradas boas. Os valores dos erros obtidos, tanto para o treinamento quanto
para a previsao, indicam que os valores obtidos pelos os modelos sdo considerados

bons, porque os erros foram pequenos.

O coeficiente de correlagdo (r) e o coeficiente de determinacdo (R?), para o
treinamento (figura 5.23c), ndo tiveram muitas variagbes entre os modelos. A
excecao foi o0 modelo RNA-IP-57 que teve um pico grande com relacdo aos outros
modelos. Na previsdo (figura 5.23 d), observa-se que alguns modelos tiveram
valores diferentes da maioria dos modelos. Os modelos RNA-IP-17, 26, 32, 33, 34,
35, 38, 50, 51 e 55 a 57 tiveram oscilagdes em seus valores quando comparados
com os outros modelos. O r também é um indicador, sendo que o valor ideal € 1 e
como os valores estdo proximos dele indica também uma boa previsdo. Entéo, na
figura 5.23 que os erros oscilaram mais na previsdo do que no treinamento. O
modelo RNA-IP-57 teve os maiores erros e os menores valores de r e R% Os valores
flutuaram mais para os modelos RNA-IP-9 a 55 e os erros RNA-IP-5 a 32 séo
maiores quando comparados com os RNA-IP-33 a 55.
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Figura 5.23: Evolucao do erro médio (EM), erro médio absoluto (MAE), erro médio
quadratico (RMSE), coeficiente de correlacéo (r) para os modelos RNA-IP-9 a 57. (a)
treinamento (erros); (b) previsao (erros); (c) treinamento (coeficientes) e (d) previsao
(coeficientes).
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O célculo da exatidao (E), da frequéncia de bias (Viés), da probabilidade de
deteccdo (POD), da taxa de falso alarme (FAR), do indice critico de sucesso (CSl) e
da probabilidade de falsa deteccdo (POFD) foi realizado utilizando os seguintes
limites: a média e, a média + 1 e + 1,25 do desvio padrdo. A figura 24 mostra os
resultados para E, Viés, POD, FAR, CSI e PO, para o treinamento (figura 5.24a) e
previsao (figura 5.24b), obtidos para os modelos RNA-IP-9 a 57.
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Figura 5.24: Evolucao exatidao (E) (azul), da freqiéncia de bias (Viés) (vermelha),
da probabilidade de deteccédo (POD) (rosa), da taxa de falso alarme (FAR) (verde
clara), do indice critico de sucesso (CSI) (linha verde) e da probabilidade de falsa
deteccdo (POFD) (roxa) para os modelos RNA-IP-9 a 57. (a) treinamento e (b)
previsao.
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Nota-se que, para o treinamento, os valores da exatidao (linha azul), para os
modelos RNA-IP-33 a 55, tém um aumento em relacao os modelos RNA-IP-9 a 32,
sendo que isto ndo ocorre na previsdo. Os modelos RNA-IP-56 a 57 sempre séo
menores que 0s outros modelos tanto para o treinamento como para a previsao. Os
valores do treinamento tendem a ser mais constantes que o da previsdo. No
treinamento ocorre um aumento do valor na transicdo do modelo RNA-IP-32 para o
RNA-IP-33 e novamente do RNA-IP-56 para o RNA-IP57.

Observa-se que para treinamento, os valores da frequéncia de bias (Viés) (linha
vermelha), dos modelos RNA-IP-9 a 57 tém mais valores que s&o superestimados
do para a previsdo. Os valores baixos sempre sao mais subestimados do que os
valores altos, tanto para treinamento quanto para a previsdo. Comparando as
médias dos modelos nota-se que a previsao tende a subestimar mais os valores que

o treinamento.

Observa-se que o POD (linha vermelha) e o CSI (linha verde), no treinamento (figura
5.24a) obteve resultados melhores que da previsao (figura 5.24b). Os valores de
POD e CSI estdo bem proximos uns dos outros, com excecao dos valores de CSI
obtidos pelos modelos RNA-IP-33 a 54 que tiveram uma variagao grande dos
valores em relacdo ao POD, e em relacdo aos modelos RNA-IP-9 a 32. Na previsao,
essa variagao nao ocorreu. Os valores de POFD (linha roxa) e FAR (linha azul clara)
tiveram o mesmo comportamento e os valores estavam bem parecidos. Os valores

oscilaram mais para a previsao do que para o treinamento.

Os valores da exatidao e viés foram maiores que para POD, CSI, FAR e POFD. Os
menores valores foram para FAR e POFD. Os valores do treinamento s&o maiores
que os obtidos para o treinamento. O modelo RNA-IP-9, quando comparado com o0s
modelos RNA-IP-9 a 32, tem uma variagdo maior que o0s outros modelos. Na
comparacao dos modelos RNA-IP-33 a 55, o modelo RNA-IP-33 tem o menor valor
em relagdo aos outros modelos e 0 maior acontece para o modelo RNA-IP-55. A
maior variagao ocorreu para os valores dos modelos RNA-IP-56 e 57.

A tabela 5.15 mostra a média dos valores obtidos pela E, Viés, POD, FAR, CSl e
POFD, os piores resultados estdo nas células vermelhas e as melhores nas células
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azuis. O melhor resultado obtido pela exatiddao (E) foi para o treinamento dos
modelos RNA-IP-33 a 55 e o pior para previsao dos modelos RNA-IP-56 a 57. O viés
teve se melhor resultado para a previsao dos modelos RNA-IP-56 a 57 e pior para a
previsdo dos modelos RNA-IP-33 a 55. Para os valores do POD, no treinamento, os
modelos RNA-IP-56 a 57 tiveram a melhor capacidade de previsdo que 0s outros
modelos e os modelos RNA-IP-33 a 55, a pior capacidade de prever, também no
treinamento. Os valores de FAR sédo aqueles em que verificam os valores que néo
foram observados. Os modelos RNA-IP-56 e 57, neste caso obtiveram as piores
porcentagens de valores ndo observados para previsdo e a melhor capacidade
ocorreu também para previsdo dos modelos RNA-IP-33 a 55. O CSI conseguiu
prever melhor nos modelos RNA-IP-9 a 32, na previsao, e pior, no treinamento, dos
modelos RNA-IP-33 a 55. O pior valor de POFD ocorre para o treinamento dos
modelos RNA-IP-56 a 57 e o melhor para previsao dos modelos RNA-IP-33 a 55.

Tabela 5.15: Média do E, Viés, POD, FAR, CSI e POFD, para o treinamento, teste e
previsdo. As células em azul indicam os melhores resultados, e as vermelhas os
piores.

RNA-IP-9 a 32 | RNA-IP-33 a 55 | RNA-IP-56 a 57

Treinamento

E

Previsao

Treinamento

Previsao

Treinamento

Previsao

Treinamento

FAR | POD | VIES

Previsao

Treinamento

Previsao

Treinamento

POFD | CSI

Previsao
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6. CONCLUSOES E RECOMENDACOES

Neste capitulo sdo apresentadas as conclusdes deste trabalho, analisando a
influéncia das variaveis, meteoroldgicas e antropicas, e também, o desempenho das
redes neurais em relacdo ao aprendizado e generalizacdo observados nos testes

efetuados. O capitulo também sugere os possiveis trabalhos futuros.

6.1. Conclusoes

A proposta deste trabalho foi contribuir com um estudo para a previsdo de demanda
de agua em sistemas urbanos de abastecimento, por meio de um modelo de redes
neurais artificiais (RNA’s), capaz de prever uma demanda de agua univariada, com
discretizagdo horaria. O modelo foi estruturado de forma a conter uma camada, de

entrada, intermediaria e saida.

Os estudos foram concentrados no Sistema de Abastecimento de Agua da Regido
Metropolitana de Sdo Paulo, especificamente na Estacdo de Tratamento de Agua da
Cantareira e no setor do Itaim Paulista, que faz parte do sistema Alto Tieté,

considerado um setor predominantemente residencial.

A primeira etapa foi organizar os dados disponiveis. Os dados de consumo de agua
foram fornecidos pela SABESP, as variaveis meteoroldgicas pela CETESB e IAG e a
precipitacdo pela FCTH. As variaveis meteorolédgicas fornecidas pela CETESB e de
precipitacdo pela FCTH, continham uma quantidade muito grande de falhas, sendo
pouco recomendavel ou até certo ponto limitante fazer sua reconstrucao através de
técnicas de séries temporais. Entdo, optou-se em descartar esses dados e utilizar
somente os dados das variaveis meteoroldgicas do IAG, que tinha um bom controle
de qualidade. Os dados de consumo de agua utilizados foram da SABESP, mesmo

tendo algumas falhas foi possivel fazer correcao.
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As condigbes climaticas, dia da semana, demanda dos usuarios, sazonalidade,
consumo excepcional e outros fatores influenciam os padrées do consumo. As
variacdes anuais tendem a ocorrer com 0 crescimento populacional, observados no
periodo em que foi estudado, com excecado dos anos de 2001 e 2004, devido ao
racionamento de agua ocorrido nesses periodos em decorréncia da estiagem de

anos anteriores.

A sazonalidade é observada por meio do consumo mensal, sendo que 0s maiores
consumos sao verificados no verdo e 0s menores no inverno. As baixas
temperaturas no inverno ajudam na reducédo do consumo, ao contrario do verao em
que as temperaturas sao elevadas e ocasionam esse aumento. O aumento e a
reducado das chuvas também influenciam no consumo de agua. No verao, as chuvas
sdo mais intensas, muitas vezes ocasionando enchentes, o que contribui para o
aumento do consumo. A redugédo de chuva no inverno produz um clima mais seco,
elevando também o consumo. Periodos muito longos sem chuva podem ocasionar
um desabastecimento dos reservatérios, levando as companhias a criarem
programas de racionamento de agua. Os meses de maior € menor consumo Sao
respectivamente, marco e julho. No periodo de inverno, em agosto, ocorre um pico

em relagdo aos outros meses devido a baixa umidade nesse periodo.

A localizacado do sistema e as peculiaridades desta regido e o perfil populacional
definem as caracteristicas do consumo, influenciando em seus padrdes. O
comportamento do consumo nos dias da semana é variavel. Entdo em um dia
qualquer da semana, o consumo pode ser diferente da média da regiao, funcéo de
parametros que interferem no sistema. Esse fato evidencia a limitagdo do uso de
uma curva meédia nas operagdes em tempo real. Em geral, 0 consumo minimo
ocorre no domingo devido a reducdo das atividades socioeconémicas. Dependendo
da localizacdo do sistema, o consumo maximo pode ocorrer em qualquer dia da
semana. Para a ETA Alto Tieté, o valor maximo de consumo ocorre aos sabados,
devido a regiao ser considerada dormitério.

O comportamento do consumo médio segue o ciclo anual da chuva e temperatura,
onde 0 maximo ocorre no inicio do ano (verao) e o0 minimo por volta dos meses de

junho e julho, no inverno (periodo seco). Assim, 0 consumo maximo coincide com o
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periodo de temperaturas e umidade mais elevadas em S&o Paulo. Por outro lado o
consumo minimo ocorre quando a temperatura é baixa. O consumo e a temperatura
tém o mesmo comportamento; quando a temperatura aumenta ou diminui, o

consumo tem mesma tendéncia.

O consumo horario varia com o decorrer do dia, perfil do consumidor de cada regiao
e de ocorréncias que possam ocorrer durante o periodo. O pico do consumo na
média ocorre a partir das 12 horas. Durante a semana, o consumo horario pode
sofrer variagées. Os consumos em dias Uteis, feriados, finais de semanas e férias
sao diferentes. Nos feriados, o consumo é sempre menor do que no periodo de

férias e nos finais de semana; ja nos dias Uteis, a tendéncia de consumo € maior.

A correlacdo do consumo de agua com as variaveis antrépicas e meteoroldgicas
mostraram que o consumo do setor Itaim Paulista tem melhor correlacdo com a
hora, temperatura, umidade, direcao e velocidade do vento e para ETA Cantareira,
com a hora, dia da semana, tipo do dia, temperatura, umidade, direcao e velocidade
do vento. Como a ETA Cantareira é a principal do sistema produtor da Cantareira, a
que distribui agua para todo o sistema, os valores da correlagdo foram menores do
que do setor Itaim Paulista, embora estejam correlacionadas com mais variaveis do
que o setor ltaim Paulista. Isto indica que os sistemas produtores tendem a ter mais
variaveis correlacionadas a ele, mas valor de correlagdo menor. Isso ocorreu porque
o setor Itaim Paulista tem influéncia e peculiaridades de uma area residencial e a
ETA Cantareira, como abastece uma area mais complexa e engloba todos os tipos
de consumo tem influéncias de varios tipos fazendo que ela tenha correlagdo com

mais variaveis que o setor Itaim Paulista.

Os resultados obtidos pela RNA mostram que para grandes sistemas como a ETA
Cantareira os resultados obtidos na previsao, utilizando a média do consumo de
1 hora, nao resultam em bons resultados. Observou-se que quando foi utilizada a
mem©éria para os dados, médios e previsdo de 1 hora os resultados melhoram um
pouco. Os erros MAE, EM, RMSE e o “r’, obtidos para RNA-C-1 foram piores que
para os outros modelos. Os resultados de E, BIAS, POD, FAR, CSI e POFD também
nao foram considerados bons. Os melhores resultados ocorreram para o0 modelo
RNA-C-8 que utilizou a meédia de 12horas e a memoria de variaveis. Observou-se
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que, quando se utilizou a memoria do sistema, os resultados melhoram. Pode-se
considerar que os modelos fizeram boas previsdes, podendo ser utilizados para
fazer a previsdo do ETA Cantareira, e obter um bom resultado para tomadas de
decisdes quanto o uso da agua com antecipacao de 12 horas. Entdo, recomenda-se
que para sistema como a ETA Cantareira, seja utilizada uma RNA com a
configuracdo do modelo RNA-C-8 para previsdo de consumo, onde € feito a previsao
para 12 horas a frente.

Foram realizados varios testes de previsdo de consumo com a RNA para o setor
Itaim Paulista. Os primeiros testes tiveram as mesmas caracteristicas com excecéo
do numero da camada escondida. O teste do modelo RNA-IP-2 observou que o
aumento da camada escondida ndao melhorou o ajuste da curva em relacdo aos
dados observados, mas no treinamento e previsdo houve melhora em relacdo ao
modelo RNA-IP-1. Desta forma, esta melhoria ndo compensa devido ao aumento
verificado no tempo de processamento, sendo melhor manter uma camada

escondida para os demais modelos.

O modelo RNA-IP-3 ndo utilizou as variaveis antrdpicas (Va) como entrada, somente
as Vm e os consumos, nos tempos t e t-1. O modelo RNA-IP-4 utilizou somente a
temperatura, a umidade e consumo nos tempos t e t-1 como entrada. A saida para
os dois modelos foi 0 consumo em t+1. Os resultados dos modelos mostraram que é
viavel utilizar essas configuragbes para previsao de consumo. Os piores foram
verificados para RNA-IP-2 e RNA-IP-1, respectivamente para teste e previsdo. No
treinamento, os valores obtidos apresentaram pouca variacdo o que impediu de
avaliar qual foi o melhor resultado. Os valores de RNA-IP-2 foram melhores que os
outros modelos, mas ndao compensa utilizar esse modelo porque o tempo de
processamento foi maior do que dos outros modelos e a melhora dos resultados nao

foram t&o significantes.

Os modelos RNA-IP-5 a 8 utilizaram a média de 6 horas do consumo. A previsao foi
realizada a cada 6 horas até completar 24 horas. A previsdo para 6 horas tende a
subestimar os valores, mas, com o passar do tempo da previsao, a curva tende a se
ajustar melhor quando comparada aos dados observados. O modelo RNA-IP-6

obteve os piores resultados, isto porque os outros modelos utilizavam a memaria do



109

sistema que colaborou para reduzir os erros e melhorar os resultados, tanto que os
valores obtidos para os outros modelos foram praticamente iguais no treinamento,
mas na previsao ocorreram pequenas variacdes nos valores. Assim, é melhor fazer
a previsao para o setor ltaim Paulista para cada 6 horas, porque os resultados sao

melhores dos que obtidos para a média de 1 hora.

A previsdao 6tima foi feita para testar as previsdes de 1 a 24 horas, utilizando os
dados observados das varidveis como fossem dados de modelos de previsao. Os
modelos RNA-IP-9 a 32 utilizaram dados de tempo t e t-1 e os modelos RNA-IP-33 a
55 utilizaram a meméria do sistema, nos tempos t, t-1, t-2. Os modelos RNA-IP-56 e
57 tém duas particularidades, o primeiro utilizou todas as memdérias do sistema e o
segundo utilizou também as memdrias com exce¢do das memorias do consumo
anterior. Com excecdao da defasagem apresentada nos valores previstos pelos
modelos, em relagdo aos dados observados, os valores previstos pelos modelos
RNA-IP-33 a 55 se ajustaram melhor do que os valores dos RNA-IP-9 a 32,
indicando novamente que a memdaria € Gtil no modelo. Os resultados dos modelos
RNA-IP-56 e 57 sdo menores do que os valores observados, indicando que o
aumento da memoéria ndo melhora os valores previstos e sim aumenta o tempo de
processamento. Entdo, para previsdo 6tima é melhor utilizar as configuracdes
utilizadas nos modelos RNA-IP-33 a 55, pois assim teremos melhores resultados na

previsao.

Observou-se que a memoria do sistema é um fator importante para previsdo. Para
periodos de curto prazo é mais facil obter resultados melhores para um sistema
menor do que para um maior. Neste caso, recomenda-se previsdes para periodos
mais longos. Pode-se dizer que os objetivos foram alcancados. A previsao horaria foi
obtida com niveis de erros aceitaveis e comparados os resultados de todos os
casos, observa-se a mesma tendéncia para todos, isto é, erros menores. Estes
resultados podem ajudar na operacdo do sistema utilizado, conjuntamente com

modelos de previsdo meteoroldgica.
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6.2. Recomendacoées para trabalhos futuros

Sugere-se, como continuidade deste trabalho, a implementacdo de variacées do
modelo de redes neurais artificiais, que produza uma previsdo multivariada com

discretizacao horéria.

Novas topologias de redes neurais devem ser estudadas para a previsdo de
demanda de agua, para que os resultados ja obtidos neste estudo possam ser

comparados a outros e permitir uma melhor avaliacao dos resultados.

Utilizar diferentes algoritmos para treinamento da RNA, funcado base radial,

algoritmos genéticos e auto-organizagao de rede.

Verificar a possibilidade de implementar politicas operacionais obtidas a partir de
modelo hidraulico de otimizagdo com base nas curvas de demanda previstas, por

redes neurais artificiais.
Acrescentar na entrada da RNA aspectos operacionais do sistema de abastecimento
para tentar, minimizar custo operacional e acoplar este modelo a um modelo de

previsao meteoroldgica.

Investigar variaveis socioeconémicas, tais como caracteristicas da habitagdo, valor

da propriedade, uso da terra, situacdo econémica e renda.

Testar 0 modelo obtido para outras regides tais como: comerciais e industriais.
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O CD, anexo unico, € parte integrante desta tese e contém as tabelas com registros
de dados observados das estacdes telemétricas do Alto Tieté e CETESB.



