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À Indhira, com amor

Por me ensinar a viver com intensidade e sim-
plicidade... Serei seu eterno aprendiz



Agradecimentos
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À UMC, por ceder espaço fı́sico para a montagem do arranjo experimental.
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Resumo

Este trabalho apresenta uma alternativa ao controle vetorial de motores de indução, sem a
utilização de sensores para realimentação da velocidade mecânica do motor. Ao longo do
tempo, diversas técnicas de controle vetorial têm sido propostas na literatura. Dentre elas
está a técnica de controle por orientação de campo (FOC), muito utilizada na indústria e pre-
sente também neste trabalho. A principal desvantagem do FOC é a sua grande sensibilidade às
variações paramétricas da máquina, as quais podem invalidar o modelo e as ações de controle.
Nesse sentido, uma estimativa correta dos parâmetros da máquina, torna-se fundamental para o
acionamento. Este trabalho propõe o desenvolvimento e implementação de um estimador ba-
seado em um sistema de inferência neuro-fuzzy adaptativo (ANFIS) para o controle de veloci-
dade do motor de indução trifásico em um acionamento sem sensores. Pelo fato do acionamento
em malha fechada admitir diversas velocidades de regime estacionário para o motor, uma nova
metodologia de treinamento por partição de frequência é proposta. Ainda, faz-se a validação
do sistema utilizando a orientação de campo magnético no referencial de campo de entreferro
da máquina. Simulações para avaliação do desempenho do estimador mediante o acionamento
vetorial do motor foram realizadas utilizando o programa Matlab/Simulink. Para a validação
prática do modelo, uma bancada de testes foi implementada; o acionamento do motor foi reali-
zado por um inversor de frequência do tipo fonte de tensão (VSI) e o controle vetorial, incluindo
o estimador neuro-fuzzy, foi realizado pelo pacote de tempo real do programa Matlab/Simulink,
juntamente com uma placa de aquisição de dados da National Instruments.

Palavras-chave: Motor de indução, redes neurais artificiais, lógica fuzzy, acionamento sem
sensores, ANFIS.



Abstract

This work presents an alternative sensorless vector control of induction motors. Several tech-
niques for induction motor control have been proposed in the literature. Among these is the field
oriented control (FOC), strongly used in industries and also in this work. The main drawback
of the FOC technique is its sensibility to deviations of the parameters of the machine, which
can deteriorate the control actions. Therefore, an accurate determination of the machine’s pa-
rameters is mandatory to the drive system. This work proposes the development of an adaptive
neuro-fuzzy inference system (ANFIS) estimator to control the angular speed of a three-phase
induction motor in a sensorless drive. In a closed loop configuration, several speed commands
can be imposed to the motor. Thus, a new frequency partition training of ANFIS is propo-
sed. Moreover, the ANFIS speed estimator is validated in a magnetizing flux oriented control
scheme. Simulations to evaluate the performance of the estimator considering the vector drive
system were done by the Matlab/Simulink. To determine the benefits of the proposed model a
practical system was implemented using a voltage source inverter (VSI) and the vector control
including the ANFIS estimator, carried out by the Real Time Toolbox from Matlab/Simulink
and a data acquisition card from National Instruments.

Keywords: Induction motors, artificial neural networks, fuzzy logic, sensorless drives,
ANFIS.
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−→irg Vetor espacial da corrente de rotor no referencial genérico
−→ψrg Vetor espacial do fluxo magnético de rotor no referencial genérico



Rr Resistência de rotor

ωr Velocidade angular de rotor

Ls Indutância propria do estator

Lm Indutância de magnetização

Lr Indutância propria do rotor
−−→ψmg Vetor espacial do fluxo magnético de entreferro no referencial

genérico
−→img Vetor espacial da corrente de entreferro no referencial genérico

Te Torque eletromagnético

P Números de pares de pólos magnéticos

. Produto vetorial

J Momento de inércia

B Coeficiente de atrito viscoso

Tl Conjugado de carga

α Eixo direto do referencial mecânico de rotor

β Eixo quadratura do referencial mecânico de rotor

x Eixo direto do referencial de fluxo magnético de entreferro

y Eixo quadratura do referencial de fluxo magnético de entreferro

D Eixo direto do referencial estacionário

Q Eixo quadratura do referencial estacionário

ψsx Componente do eixo direto do fluxo magnético de estator no refe-

rencial de fluxo magnético de entreferro

ωmm Velocidade angular do referencial de entreferro

isx Componente do eixo direto da corrente de estator no referencial de

fluxo magnético de entreferro

irx Componente do eixo direto da corrente de rotor no referencial de

fluxo magnético de entreferro

ψsy Componente do eixo quadratura do fluxo magnético de estator no

referencial de fluxo magnético de entreferro

isy Componente do eixo quadratura da corrente de estator no referen-

cial de fluxo magnético de entreferro

iry Componente do eixo quadratura da corrente de rotor no referencial

de fluxo magnético de entreferro



ψrx Componente do eixo direto do fluxo magnético de rotor no refe-

rencial de fluxo magnético de entreferro

irx Componente do eixo direto da corrente de rotor no referencial de

fluxo magnético de entreferro

ψry Componente do eixo quadratura do fluxo magnético de rotor no

referencial de fluxo magnético de entreferro

usx Componente do eixo direto da tensão de estator no referencial de

fluxo magnético de entreferro

usy Componente do eixo quadratura da tensão de estator no referencial

de fluxo magnético de entreferro

imm Corrente de magnetização no referencial de fluxo magnético de en-

treferro

Lsl Indutância de dispersão do estator

Tsl Constante de tempo de dispersão do estator

Tr Constante de tempo do rotor

Trl Constante de tempo de dispersão do rotor

ωsl Velocidade angular de escorregamento no referencial de fluxo

magnético de entreferro

µm Ângulo do vetor de espaço da corrente de magnetização e o eixo

direto estacionário D

θsl Ângulo do vetor de espaço da corrente de magnetização e o eixo

direto de rotor r

θr Ângulo do eixo direto de rotor r e o eixo direto estacionário D

immre f Referência de corrente de magnetização no referencial de fluxo

magnético de entreferro

K Instante atual de amostragem

A Número de padrões de treinamento

n padrão de treinamento

k Número de amostras para o cálculo de EMR

I∗L Referência de corrente de linha gerada pelo acionamento vetorial

IL Corrente de linha do motor
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CAPÍTULO 1

Introdução

1.1 Considerações iniciais

Os acionamentos elétricos industriais vêm sofrendo drásticas mudanças ao longo dos anos

na constante busca por desempenho e qualidade de energia. Nesse cenário, durante muito

tempo, os acionamentos de corrente contı́nua (CC) eram predominantes devido principalmente

ao modelo simplificado, linear à consequente facilidade de projeto do sistema de controle. Por

outro lado, esse tipo de acionamento possui desvantagens crı́ticas relacionadas a aplicações in-

dustriais, como taxa de manutenção elevada e centelhamento, relacionado à comutação mecânica.

Em uma outra vertente encontram-se os acionamentos em corrente alternada (CA). Nesse

tipo de acionamento o motor de indução trifásico (MIT) é predominantemente utilizado. Co-

labora para esse favoritismo a elevada robustez operacional da máquina, manutenção pratica-

mente nula e custo competitivo (FINCH; GIAOURIS, 2008). A principal desvantagem do MIT

está relacionada ao seu modelo dinâmico, mais complexo quando comparado ao motor CC.

Os motores de ı́mã permanente vêm ganhando destaque no cenário recente dos acionamen-

tos elétricos, devido à redução no custo de fabricação. Em (MELFI; EVON; MCELVEEN,

2009) há um comparativo entre as caracterı́sticas de acionamento do MIT e motores de ı́mã

permanente. Os autores não propõem, ainda, que haverá a substituição completa dos aciona-

mentos com o MIT, mas sugerem que aplicações que utilizem inversores de frequência sejam
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as primeiras a serem substituı́das pelos motores a ı́mã permanente. Em particular, os autores se

referem à indústria de papel e celulose, a qual pertencem.

Embora tradicionalmente os acionamentos CC fossem utilizados em aplicações de veloci-

dade variável, e os acionamentos CA em aplicações de velocidade constante, a evolução dos

dispositivos semicondutores, associada a técnicas de controle e estimação, gradualmente au-

mentaram o desempenho dos acionamentos CA, condenando os acionamentos CC à obsolência

(BOSE, 2009).

Diversos estudos vêm sendo realizados há décadas para que o motor de indução opere em

aplicações de alto desempenho. Esses estudos podem ser divididos em:

• Alterações das caracterı́sticas construtivas da máquina;

• Busca de modelos matemáticos diferenciados de representação da máquina;

• Busca de novas estruturas e algoritmos de controle para o acionamento.

Dentre as possibilidades anteriormente apresentadas, inúmeros trabalhos estão concentra-

dos na última opção, ou seja, no estudo e implementação de novas topologias e algoritmos de

controle, para que se atinja o alto desempenho desejado aos acionamentos em CA.

A definição do modelo matemático representativo do motor está diretamente ligada à es-

colha desses algoritmos. Basicamente, pode-se dividir o acionamento do MIT em três grandes

grupos: o acionamento escalar, o acionamento vetorial e o controle direto de torque.

Segundo (BOLDEA, 2008) alguns dos assuntos com maior representatividade potencial

para o futuro dos acionamentos em CA contemplam o acionamento escalar de motores trifásicos,

o método de controle por orientação de campo (FOC - field oriented control) e o controle di-

reto de torque (DTC - direct torque control), controle de acionamentos em CA sem sensores,

controle de geradores CA de velocidade variável e acionamentos com motores lineares.

Dos métodos de acionamento citados acima, o controle escalar se destaca pela facilidade

de implementação. A proposta desta estratégia consiste em manter o fluxo magnético de en-

treferro constante na máquina. O fluxo magnético pode, teoricamente, permanecer constante

mantendo-se a razão entre a tensão e a frequência de acionamento (V/ f = constante). Como só

há informação sobre o módulo do fluxo magnético, o desempenho dinâmico desta estratégia é

pobre. Ainda, a baixas frequências de acionamento a queda de tensão na impedância de estator

se torna significativa, alterando o fluxo magnético de entreferro e deteriorando a resposta de

velocidade. A figura 1.1 apresenta o diagrama de blocos de um acionamento escalar.
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Figura 1.1: Esquema tradicional de um acionamento escalar V/f

Para o acionamento de alto desempenho em CA, comumente se utiliza o acionamento DTC

ou FOC. O DTC se caracteriza pela atuação direta sobre o torque da máquina. Para tal tarefa, o

desenvolvimento de estimadores de fluxo magnético e de torque se faz necessário (VAS, 1998).

No controle FOC, adota-se o recurso de transformação de coordenadas (Transformada de

Park e Clarke), na intenção de simplificar o modelo matemático do MIT, tornando-o o mais

semelhante possı́vel ao modelo do motor CC com excitação de campo independente. A partir

da transformada de Clarke, a representação inicial do MIT a três coordenadas é simplificada

por meio da decomposição a duas coordenadas. Após esta decomposição a duas coordenadas,

escolhe-se o referencial de orientação das mesmas (Park), o qual pode coincidir com a veloci-

dade do campo magnético girante do estator, do rotor ou de entreferro.

O controle FOC pode, ainda, ser classificado como direto ou indireto. No controle direto

o fluxo magnético é diretamente medido por meio de sensores, ou estimado mediante o conhe-

cimento das tensões e correntes de estator. No controle FOC indireto, a posição do vetor de

campo é determinada por meio de uma relação de frequência de escorregamento, juntamente

com o conhecimento da posição instantânea do rotor da máquina (LORENZ; LIPO; NOVOTNY,

1994).

O conhecimento da posição de rotor no controle FOC indireto é, portanto, de fundamental

importância para a realização do mesmo. A determinação da posição de rotor é, comumente,

realizada através da integração numérica da velocidade de rotor. Todavia, a inserção de sensores

de velocidade, como codificadores ópticos ou tacogeradores, diminui a precisão e a confiabi-

lidade do sistema de controle, além de aumentar o custo total do sistema (LORENZ; LIPO;

NOVOTNY, 1994). Ainda, para motores já instalados no ambiente industrial, em muitos casos

a instalação de sensores se torna fisicamente impossı́vel.

Segundo (FINCH; GIAOURIS, 2008), uma caracterı́stica particular dos acionamentos em

CA industriais se deve ao fato dos acionamentos com controle de posição ou velocidade sem

sensores (sensorless) terem aumentado significativamente nos últimos anos. Essa é uma tendência

crescente nos acionamentos industriais.
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Para contornar os problemas associados à utilização de sensores descritos anteriormente,

diversos acionamentos sem a utilização de sensores de velocidade ou posição têm sido pro-

postos na literatura e utilizados industrialmente (HOLTZ, 1998), (HOLTZ, 2005), (LASCU;

BOLDEA; BLAABJERG, 2005b) e (LASCU; BOLDEA; BLAABJERG, 2005a). Como a ve-

locidade do rotor não é uma variável diretamente mensurada nos acionamentos sem sensores,

ela precisa ser estimada matematicamente através de variáveis como as correntes e tensões do

estator da máquina.

A figura 1.2 apresenta um diagrama de blocos tı́pico de um acionamento sem sensores de

velocidade.

Figura 1.2: Esquema de um acionamento sem sensores de velocidade

Os acionamentos sem sensores convencionais utilizam parâmetros da máquina na estimação

da velocidade (VAS, 1998), (VAS, 1993) . Essa situação se caracteriza como um problema, já

que variações paramétricas são comuns nas máquinas assı́ncronas de indução. No sentido de

aumentar o desempenho dos acionamentos sem sensores, sistemas adaptativos baseados em

modelo de referência (MRA) são comuns na literatura (ORLOWSKA-KOWALSKA; DYB-

KOWSKI, 2010), (CIRRINCIONE; PUCCI, 2005). A figura 1.3 apresenta um diagrama de

blocos de um MRA convencional.

Neste método, o fluxo magnético de rotor é determinado a partir do equacionamento de

estator em referencial estacionário. O equacionamento de estator em referencial estacionário é

independente da velocidade de rotor, sendo então denominado modelo de referência. O mesmo

fluxo magnético de rotor pode ser determinado a partir do equacionamento de rotor no mesmo

referencial estacionário. Este último equacionamento é dependente da velocidade de rotor,

sendo então denominado como modelo adaptativo. Como o equacionamento de estator não de-

pende da velocidade de rotor, diferenças entre os dois fluxos (erro) implicam em adaptações

na velocidade de rotor estimada. O mecanismo de adaptação nos sistemas baseados em MRA

clássicos, contém um controlador PI (Proporcional-Integral) para o ajuste da velocidade esti-

mada.
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Na busca por estruturas de estimação mais robustas em relação às varições paramétricas da

máquina encontra-se ainda o filtro de Kalman e o observador de Luenberger. Para a aplicação

em sistemas não lineares, como é o caso dos acionamentos do MIT, a forma estendida deve ser

utilizada. Porém, a inicialização do filtro, sua alta carga computacional e possı́veis problemas

de resposta de regime estacionário são as principais desvantagens (VAS, 1998) e (STRONACH;

VAS, 1998). Em (ZHANG et al., 2009) se apresenta um estudo comparativo entre esses obser-

vadores na estimativa da velocidade de rotor do MIT.

Figura 1.3: Esquema de um acionamento sem sensores baseado em MRA

Os sistemas baseados em inteligência computacional (IC) vêm ganhando destaque no acio-

namento sem sensores do MIT há mais de uma década (VAS, 1999), (STRONACH; VAS, 1998),

(BOSE, 1997). Dentre as diversas técnicas disponı́veis para controle e estimação aplicadas aos

acionamentos em CA destacam-se as Redes Neurais Artificiais (RNA), os sistemas fuzzy, e

os sistemas hı́bridos baseados nas duas metodologias. Particularmente, as RNA têm recebido

grande atenção no meio acadêmico (GOEDTEL, 2007) (ROSA, 2005) e aparentam, comparati-

vamente, terem tido maior impacto sobre a eletrônica de potência e o acionamento de motores

(BOSE, 2007).

1.2 Objetivos, motivação e contribuições do trabalho

Da secção anterior, pode-se observar a grande importância dos acionamentos sem sensores

nos acionamentos elétricos industriais. Observa-se ainda, que essa importância tem se tornado

crescente com o passar dos anos. Adicionalmente, no controle vetorial indireto, a posição
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angular do vetor de campo é obtida através de uma relação de escorregamento da máquina

e do conhecimento da posição angular de rotor. Desta forma, a estimativa de velocidade é

fundamental para o sucesso do acionamento, já que a posição de rotor é inferida através da

integração numérica da velocidade.

Tratando especificamente dos sistemas de IC, os sistemas baseados em RNAs possuem a

desvantagem da difı́cil interpretação fı́sica relacionada aos pesos sinápticos ajustados através

do treinamento. Ainda, o número de camadas e neurônios da RNA são normalmente ajustados

por tentativa e erro (BA-RAZZOUK et al., 1997). Em (VAS, 1999), algumas configurações de

RNAs para aplicação em máquinas elétricas são apresentadas.

Em outra vertente, os sistemas fuzzy conferem uma melhor interpretação fı́sica do sistema

através da definição de valores linguı́sticos, regras e funções de pertinência ajustadas a cada uma

das variáveis de entrada e de saı́da. Porém, requerem conhecimento especialista neste ajuste.

Esta tarefa pode ser exaustiva ou mesmo inviável em sistemas multi-variáveis e não lineares,

como são caracterizadas as máquinas de indução.

Considerando a importância dos acionamentos sem sensores do MIT e a importância que os

sistemas baseados em IC vêm ganhando com o tempo, o presente trabalho tem como objetivo

fornecer uma contribuição ao acionamento de motores de indução trifásicos, em aplicações

de alto desempenho, por meio da combinação de lógica fuzzy e redes neurais artificiais na

estimação da velocidade angular de rotor da máquina. Particularmente, o sistema de inferência

neuro-fuzzy adaptativo (ANFIS - adaptive neuro-fuzzy inference system) será utilizado como

estimador de velocidade.

Tal estratégia estará associada ao modelo do MIT com controle por orientação de campo

indireto, com referencial no fluxo magnético de entreferro da máquina, sem a utilização de

sensores tais como codificadores ou tacômetros para realimentação de velocidade.

O ANFIS é mais robusto quando comparado com sistemas puramente neurais. Ainda, pode-

se treinar o sistema com dados experimentais corrompidos por ruı́do de medida, como será

apresentado mais adiante. O ANFIS é equivalente ao sistema fuzzy de Sugeno, com carga com-

putacional reduzida e possibilidade do ajuste das funções de pertinência a partir de algoritmos

de treinamento, quando comparado ao modelo de Mandani.

Sabe-se da literatura (VAS, 1998), que o controle com orientação de campo indireto, com

referencial no fluxo magnético de entreferro da máquina, possui um equacionamento e controle

mais complexos que os outros dois possı́veis referenciais (de estator e de rotor). A sensibilidade

desta estratégia à variação de parâmetros da máquina também é maior. Dessa maneira, o con-
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trole do MIT utilizando referencial no campo de entreferro acaba não sendo uma estratégia de

controle atrativa para a maioria dos projetistas. Todavia, este referencial será utilizado neste

trabalho, por inserir condições mais severas ao estimador em relação à variação de parâmetros,

já citada, e não linearidades do sistema.

A avaliação de desempenho do estimador neuro-fuzzy de velocidade em um referencial não

consagrado para a orientação de campo, na estratégia de controle vetorial do MIT, caracteriza-se

como mais uma contribuição deste trabalho.

O trabalho de (GOEDTEL, 2007) apresentou um estimador de velocidade para o MIT

baseado em redes neurais artificiais. Naquele trabalho, a RNA foi treinada com dados de

simulação computacional. O autor obteve respostas transitórias insatisfatórias, com erro e-

levado. Então, após o treinamento da RNA com dados de simulação, foi inserida uma pe-

quena quantidade de dados experimentais para seu retreinamento. Com tal artifı́cio, o esti-

mador contempla algumas informações não inseridas no modelo computacional, como atrito

e saturação magnética da máquina. Houve uma melhora significativa da resposta estimada a

partir dessa estratégia.

Naquele mesmo trabalho, o autor validou o estimador de velocidade em uma aplicação

de malha aberta, de excitação puramente senoidal e frequência fixa de operação. O autor, no

entanto, considerou que a tensão do estator pode sofrer variações ao longo da operação do motor

no ambiente industrial e utilizou essas variações no treinamento da rede neural do estimador de

velocidade.

A utilização dessa estratégia no treinamento do estimador neuro-fuzzy em um sistema de

acionamento em malha fechada, com frequência de acionamento variável, sem sensores de ve-

locidade e alimentação não senoidal, caracteriza-se como mais uma contribuição deste trabalho

aos acionamentos de alto desempenho do MIT.

Pelo fato da tensão e a frequência de estator serem variáveis ao longo do acionamento da

máquina, os valores eficazes das tensões e correntes de estator foram inicialmente considerados

no treinamento do estimador neuro-fuzzy. A figura 1.4 apresenta a estratégia de treinamento do

estimador utilizada neste trabalho.

Como nesse tipo de acionamento a máquina estará sujeita a comandos de velocidade dentro

de uma faixa pré-determinada de operação, particionou-se, então, o conjunto de treinamento do

estimador em faixas de frequência definidas. Este método de treinamento se apresenta como

uma alternativa eficiente ao treinamento de estimadores de velocidade, para acionamentos de

maquinas de indução acionadas por inversores de frequência.
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Figura 1.4: Diagrama para desenvolvimento do estimador em malha aberta

Antes de se aplicar a técnica anteriormente mencionada ao acionamento vetorial do MIT,

implementou-se uma estrutura de acionamento escalar (V/ f = constante) para a análise do

processo de treinamento, assim como para a escolha adequada das variáveis e validação do

estimador.

Para a geração das funções de pertinência do estimador neuro-fuzzy de velocidade proposto

neste trabalho foi utilizado o método de agrupamento subtrativo associado ao algoritmo de

treinamento hı́brido. A apresentação dos agrupamentos gerados para as variáveis de entrada

escolhidas para o estimador pode ajudar os projetistas na melhor adequação das variáveis de

entrada e número de pontos dos conjuntos de treinamento. Esta é mais uma contribuição deste

trabalho no que diz respeito ao treinamento de sistemas neuro-fuzzy aplicados ao controle de

motores elétricos.

Ainda, com relação ao agrupamento subtrativo na geração das funções de pertinência,

observou-se que pontos do conjunto de treinamento associados ao ruı́do de medida possuem

baixa densidade no agrupamento. Isso permitiu que a estratégia desenvolvida computacional-

mente fosse utilizada diretamente no arranjo experimental. Portanto, ao final do trabalho, o es-

timador foi treinado com valores puramente experimentais, apresentando respostas satisfatórias

na estimativa da velocidade do MIT.

1.3 Divisão deste trabalho

Este capı́tulo 1 apresentou uma introdução sobre os acionamentos elétricos e os principais

objetivos e contribuições deste trabalho.
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O capı́tulo 2 apresenta uma revisão da literatura, no que diz respeito ao acionamento do

motor e às técnicas de estimação da velocidade mecânica de rotor com ênfase nos sistemas

baseados em inteligência computacional.

O capı́tulo 3 apresenta a base matemática do modelo por orientação de campo do MIT,

enfatizando a orientação no fluxo magnético de entreferro.

O capı́tulo 4 apresenta a base do sistema ANFIS, a técnica de agrupamento subtrativo utili-

zada para a geração das funções de pertinência e o treinamento hı́brido.

O capı́tulo 5 descreve a bancada experimental desenvolvida para os ensaios do acionamento.

O capı́tulo 6 apresenta a estratégia utilizada para o desenvolvimento do estimador ANFIS

de velocidade, assim como os resultados de simulação associados a cada etapa do desenvolvi-

mento.

O capı́tulo 7 apresenta os resultados experimentais do acionamento utilizando o estimador

ANFIS. Resultados do acionamento escalar e vetorial são apresentados.

O capı́tulo 8 apresenta as conclusões do trabalho e as propostas de continuidade.

1.4 Publicações relativas ao trabalho

1.4.1 Congressos Cientı́ficos

Lima, F., Kaiser, W., Silva, I. N., Oliveira Júnior, A. A., Development of a speed neurofuzzy

estimator for sensorless magnetizing flux induction motor control. The 35th Annual Conference

of the IEEE Industrial Electronics Society - IECON 2009, p.3273 -3278, novembro, 2009.

Lima, F., Kaiser, W., Silva, I. N., Oliveira Júnior, A. A., Speed neurofuzzy estimator for

sensorless indirect flux oriented induction motor drive. The 36th Annual Conference of the

IEEE Industrial Electronics Society - IECON 2010, novembro, 2010. (Aceito para publicação)

1.4.2 Periódicos Cientı́ficos

Lima, F., Kaiser, W., Silva, I. N., Oliveira Júnior, A. A., Speed neurofuzzy estimator for

indirect flux oriented induction motor control. IEEE Transactions on Industrial Electronics.

(Submetido)
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CAPÍTULO 2

Revisão da Literatura

2.1 Técnicas de controle do MIT

As técnicas de controle para o MIT disponı́veis industrialmente e mais encontradas na lite-

ratura são: o controle escalar, o controle vetorial e o controle direto de torque.

No controle escalar do MIT, adota-se a estratégia de manter a razão entre tensão e frequência

do estator da máquina constante. Dessa maneira, o torque eletromagnético pode ser mantido

em um valor constante durante toda a faixa de operação de velocidades. Por se tratar de um

sistema de controle que não utiliza informações de fase das grandezas do MIT, somente apre-

senta bons resultados em regime permanente. Durante o transitório, e em operações em baixas

velocidades, o seu desempenho é considerado insatisfatório.

Para se obter uma operação de elevado desempenho para o MIT devem-se utilizar técnicas

de controle vetorial ou controle direto de torque (DTC). Diversas técnicas de controle vetorial

para o MIT foram desenvolvidas ao longo das últimas décadas destacando-se o método de

aceleração de campo (FAM), e o Controle com Orientação de Campo (FOC).

Dentre as três técnicas, o FOC e o DTC obtiveram maior destaque em aplicações acadêmicas

e industriais (CASADEI et al., 2002) e serão descritos mais detalhadamente a seguir. O método

de aceleração de campo é um método de controle vetorial baseado na teoria dos vetores espirais,

utilizando a frequência de escorregamento da máquina (YAMAMURA, 1992).
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2.1.1 Controle direto de torque

No controle direto de torque, como o próprio nome sugere, o torque é a variável diretamente

controlada. O DTC convencional não requer sensores mecânicos ou transformação de coorde-

nadas e depende somente da resistência do estator da máquina (BUJA; KAZMIERKOWSKI,

2004). O DTC tem sido extensivamente utilizado na indústria devido as caracterı́sticas de

resposta rápida de torque e de robustez as variações paramétricas da máquina (LEE et al.,

2001), (LAI; CHEN, 2001), (LASCU; BOLDEA; BLAABJERG, 2005b), (GRABOWISK et

al., 2000).

O DTC apresenta, porém, desvantagens como uma alta ondulação de torque em baixas velo-

cidades e variação da frequência de chaveamento de acordo com as variações de parâmetros do

motor e da velocidade do rotor. Adicionalmente, para aplicações de alta potência, a frequência

de chaveamento do inversor é limitada, aumentando a ondulação do torque a valores indesejados

(LEE; BAE; BLAABJERG, 2005).

2.1.2 Controle por orientação de campo

No controle por orientação de campo, o torque é controlado de forma indireta. A ideia

básica do FOC está em se determinar uma decomposição em quadratura para o motor, de tal

maneira que o eixo real coincida com o fluxo magnético da máquina (rotor, estator ou de en-

treferro) (VAS, 1990), (BLASCKE, 1972), (OGASARAWA; AKAGI; NABAE, 1988). O FOC

possui a desvantagem de ser sensı́vel as variações de parâmetros da máquina, principalmente

da resistência do rotor (KARANAYIL; MUHAMMED; GRANTHAN, 2005).

Descasamentos entre os parâmetros utilizados no controlador e os parâmetros reais do mo-

tor degradam o desempenho do sistema. Nesse sentido, observadores e estimadores de estados

podem ser necessários para que tais parâmetros (a resistência de rotor, por exemplo) sejam

determinados.

Em (TOLIYAT; LEVI; RAINA, 2003) há uma revisão sobre as diversas técnicas de estimação

de parâmetros aplicadas ao controle vetorial do MIT. Com a referência não inercial durante o

transiente, este método viabiliza o controle de fluxo e torque de forma desacoplada, exatamente

como em uma máquina CC com excitação independente. Esse tipo de controle está extrema-

mente difundido industrialmente e será o modelo utilizado neste trabalho.

Trabalhos na área de acionamentos do MIT utilizando a técnica de orientação de campo

usam comumente o sistema de referenciais coincidente com o fluxo magnético de estator ou,
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principalmente, de rotor. É proposta desse trabalho utilizar o referencial de orientação de campo

coincidente com o fluxo de entreferro da máquina no sentido de avaliar o desempenho do esti-

mador projetado nesse referencial.

2.2 Acionamento sem sensores

No controle vetorial indireto do motor de indução o conhecimento da velocidade e da

posição mecânica do rotor se torna necessário. Contudo, a utilização de sensores para realimen-

tação de velocidade possui uma série de desvantagens, conforme já apresentado anteriormente.

O controle sem sensor conduz a um menor custo em acionamentos de baixa potência e maior

confiabilidade em acionamentos de potência mais elevada (BOLDEA, 2008).

Nesse sentido, técnicas de controle vetorial do MIT, sem a utilização de sensores de veloci-

dade (sensorless), têm sido amplamente discutidas no meio acadêmico e aplicadas com sucesso

na indústria (KEYHANI; PROCA; MILLER, 2001), (HEREDIA; HIDALGO; PAZ, 2001),

(BOUSSAK; JARRAY, 2006), (KWON; KIM, 2004), (MITRONIKAS; SAFACAS, 2005), (VA-

CLAVEK; BLAHA, 2006), (LÓPEZ et al., 2006), (DERDIYOK, 2005), (KIM et al., 2001),

(HOLTZ, 1993), (NOROOZI-VARCHESHME; RANJBAR-NOIEY; KARIMI-DAVIJANI, 2008).

Em (VAS, 1998) diversas técnicas para o controle do MIT sem a utilização de sensores são

apresentadas. As primeiras técnicas de acionamento sem sensores do MIT previam modelos de

regime permanente e somente se aplicavam a acionamentos de baixo custo. Os acionamentos

sem sensores para aplicações de alto desempenho tomaram grande expressividade nos últimos

anos devido às vantagens provenientes da eliminação dos sensores mecânicos. No entanto, a

observação e estimação da velocidade angular de rotor nesse tipo de acionamento muitas vezes

geram modelos matemáticos complexos, de difı́cil formulação e de alta carga computacional

associada à implementação.

Estimadores de malha aberta com monitoração de correntes e tensões de estator, observa-

dores de estados (Kalman e Luenberger) e modelos de referência adaptativos (MRA) são cons-

tantemente utilizados em acionamentos sem sensores. Técnicas de inteligência computacional

(IC) como lógica fuzzy, redes neurais artificiais, algoritmos genéticos e sistemas neuro-fuzzy

apresentaram-se nos últimos anos como promissoras no controle e estimação de parâmetros em

acionamento sem sensores.

Da revisão da literatura conclui-se que a maioria das pesquisas ainda está concentrada no

desenvolvimento de controladores baseados em IC. Dos trabalhos voltados à estimação da ve-

locidade angular de rotor do MIT, a grande maioria se concentra na utilização de RNA.
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O sistema de inferência neuro-fuzzy adaptativo (ANFIS) apresenta-se, nesse sentido, como

uma ferramenta promissora na estimação da velocidade angular de rotor do MIT ao combinar

os aspectos positivos das RNA com a lógica fuzzy.

A seguir são apresentados alguns trabalhos que contemplam o filtro estendido de Kalman

(EKF) na estimação de velocidade, assim como os trabalhos significativos de IC na estimação

e controle do MIT.

2.3 Filtro estendido de Kalman

Como a velocidade mecânica em um acionamento sem sensores não é medida diretamente,

ela deve ser estimada ou observada no sistema de controle. Várias técnicas de observação de

estados têm sido propostas na literatura, entre as quais o filtro estendido de Kalman (EKF).

A desvantagem da utilização do EKF é a carga computacional associada à implementação do

filtro, assim como o ajuste ótimo de seus parâmetros (STRONACH; VAS, 1998).

Em (KIM; SUL; PARK, 1994) encontra-se a proposta de um controle baseado em EKF,

onde as variáveis estimadas eram a corrente de estator e o fluxo do rotor, com bons resultados.

Embora os acionamentos do tipo sem sensores estejam bastante estabelecidos na indústria, pro-

blemas em baixas velocidades ainda existem devido às incertezas paramétricas e à relação sinal-

ruı́do existente nessas condições(BARUT; BOGOSYAN; GOKASAN, 2007).

Recentemente, para a solução de problemas de baixa velocidade, modelos baseados em

métodos de estimação têm sido propostos (CIRRINCIONE; PUCCI, 2006), (CIRRINCIONE;

PUCCI, 2005) e (EDELBAHER; JEZERNIK; URLEP, 2006).

O artigo de (KANMACHI; TAKAHASHI, 1995) propõe duas formas de cálculo para sis-

temas sem sensores. No primeiro, a velocidade do rotor é calculada sem informações de sua

resistência, tornando-o livre da dependência desse parâmetro. No segundo, um método direto e

preciso de cálculo da resistência do rotor é proposto.

O trabalho de (SHIMURA, 1999) utiliza este modelo para representação do MIT em regime

transitório. Como descrito anteriormente, um dos problemas associados ao FOC é a sua de-

pendência com os parâmetros da máquina, principalmente a constante de tempo do rotor. Nesse

tipo de modelo a estratégia de controle deve ser, portanto, imune às variações paramétricas da

máquina. Diversas técnicas de controle robusto já foram utilizadas para a solução desse pro-

blema. Mais recentemente, técnicas de IC como a lógica fuzzy e redes neurais artificiais (RNA)

têm sido utilizadas para a solução do problema de dependência paramétrica do modelo vetorial.
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2.4 Sistemas fuzzy

Vários trabalhos contemplam a aplicação de lógica fuzzy no controle e estimação de parâ-

metros em motores de indução (LÓPEZ et al., 2006), (ROBYNS; BUYSE; LABRIQUE, 1998),

(ROBYNS et al., 2000). O conceito essencial de um controlador baseado em lógica fuzzy é

um conjunto de regras de controle linguı́sticas relacionadas com o conceito de fuzzyficação e

defuzzyficação de variáveis (VAS, 1999). Uma vantagem adicional do controle fuzzy é que o

mesmo pode lidar bem com sinais imprecisos corrompidos por ruı́dos (BOSE; PATEL; RAJA-

SHEKARA, 1997).

Alguns trabalhos se concentram na lógica fuzzy associada ao diagnóstico de falhas, como

o rompimento das barras de rotor de máquinas de indução (NEJJARI; BENBOUZID, 1999),

(DIAS, 2006).

Utilizando lógica fuzzy, (ZIDANI et al., 2006) propuseram um estimador para a resistência

do estator da máquina aplicado ao DTC.

Em (LÓPEZ et al., 2006) encontra-se um sistema de estimação de velocidade em um acio-

namento sem sensores. A saı́da de um estimador de malha aberta e de outro projetado para o

regime estacionário são ponderadas por um sistema fuzzy de Mandani de acordo com o ponto

de operação do motor. O acionamento sem sensores é validado sob o método de aceleração de

campo (YAMAMURA, 1992). Como os autores se utilizam de lógica fuzzy para a determinação

da média ponderada de velocidade, o estimador depende fortemente de conhecimento especia-

lista para a sua sintonia. Além disso, resultados são apresentados apenas para a velocidade

nominal.

O trabalho de (SHIMURA, 1999) utiliza lógica fuzzy para estimação da resistência do rotor

e do estator da máquina baseado em MRA.

Em (LIAW; WANG; CHANG, 1996), durante a condição de regime estacionário, um sinal

de velocidade angular de escorregamento adaptado é sintetizado por um controlador fuzzy e

utilizado para ajustar a estimativa original da velocidade angular de escorregamento de tal forma

que a mı́nima corrente de estator seja obtida. Quando um transiente acontece, o mecanismo de

sintonia fuzzy é inibido e o valor final do sinal adaptado é mantido.

O trabalho de (VALDENEBRO, 2001) estudou observadores de estados de fluxo e veloci-

dade baseados em EKF, modos deslizantes e observador de Luenberger. Algoritmos genéticos

e lógica fuzzy foram utilizados para melhorar o desempenho dos estimadores.

Em (UDDIN; RADWAN; RAHMAN, 2002) foi proposto um controlador baseado em lógica
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fuzzy como substituição ao controle PI da malha de velocidade. Os resultados demonstraram

que o controlador fuzzy é mais robusto que o PI no controle vetorial indireto do MIT.

2.5 Redes neurais artificiais

O aprendizado e capacidade de adaptação das RNA tornam-nas ideais para aplicações de

controle. Outras caracterı́sticas importantes associadas às RNAs são o processamento paralelo

e o mapeamento de sistemas não lineares (FUKUDA; SHIBATA, 1992). Uma RNA pode ser

aplicada com sucesso no acionamento de motores, sendo utilizada tanto na estimação de estados

quanto na implementação de controladores (VAS, 1999).

Em (BA-RAZZOUK et al., 1997) foram desenvolvidos estimadores neurais para o desa-

coplamento de fluxo e torque no controle por orientação de campo direto e indireto. Embora

os estimadores tenham sido desenvolvidos considerando o referencial de campo no rotor, os

autores sugerem que se pode facilmente utilizar a metodologia desenvolvida nos referenciais de

estator e entreferro da máquina.

Em (MARINO; MILANO; VASCA, 1999) foi utilizado um estimador baseado em uma

rede neural artificial associado a um regulador linear quadrático (LQR).

Uma estimação da velocidade angular de rotor da máquina utilizando RNAs foi utilizada

por (KIM et al., 2001). Este trabalho apresentou bons resultados experimentais, porém, os

autores enfatizam o ajuste empı́rico da rede no que se refere ao número de neurônios de cada

camada e ao número de camadas propriamente dito.

O trabalho de (MOHAMADIAN et al., 2003) utilizou RNAs para a estimação do escorre-

gamento da máquina. Uma RNA também é a responsável por emular as equações do controle

por orientação de campo indireto.

Em (CRUZ; PAREDES, 2003) há a aplicação das RNAs na estimação da velocidade angular

de rotor e na resistência de estator em um acionamento DTC do MIT. Foi demonstrado pelos

autores o aumento da eficiência do acionamento em relação à menor distorção harmônica de

corrente com a utilização dos sistemas neurais de estimação.

Já o trabalho de (WLAS et al., 2005) utilizou RNAs para corrigir e aumentar o desempenho

do estimador de velocidade convencional em um acionamento sem sensores.

O trabalho de (ROSA, 2005) utilizou uma RNA para estimação de velocidade associada ao

EKF para a observação da resistência de rotor do motor. O sistema mostrou-se computacional-

mente robusto às variações paramétricas da máquina.
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Considera-se ainda a função de rede de base radial (RBFN) largamente utilizada como um

aproximador universal na área de mapeamento não linear devido ao seu desempenho (LEE;

BLAABJERG, 2004), (LEE; BAE; BLAABJERG, 2005), (VAS, 1999).

Em (GADOUE; GIAOURIS; FINCH, 2009) apresenta-se um acionamento baseado em

MRA, onde uma RNA faz o papel do modelo de estator da máquina. O sistema apresenta

boas respostas de estimação, mesmo a baixas velocidades.

2.6 Sistemas neuro-fuzzy

Redes neurais artificiais podem ser combinadas com a lógica fuzzy resultando em um sis-

tema neuro-fuzzy com uma grande vantagem sobre a lógica fuzzy convencional: as funções de

pertinência, o número de regras e as próprias regras são produzidas por um processo automático

(SUGENO; KANG, 1988). Mais ainda, os controladores puramente fuzzy podem gerar uma

grande carga computacional (BUJA; TODESCO, 1994).

O trabalho de (BOSE; PATEL; RAJASHEKARA, 1997) utilizou uma estratégia neuro-fuzzy

para o controle vetorial direto de um motor de indução com orientação no fluxo do estator

utilizado em um veı́culo elétrico. Nessa aplicação, o controle neuro-fuzzy atua sobre o regime

estacionário somente, sendo o transiente controlado por meio de uma outra estratégia.

Em (VALDENEBRO; HERNÁNDEZ; BIM, 1999) encontra-se a implementação de um

controle vetorial em que o sistema neuro-fuzzy foi utilizado para estimação da resistência de

rotor da máquina.

O trabalho de (AWARE; KOTHARI; SHOUBE, 2000) utiliza um controlador neuro-fuzzy,

em substituição ao clássico controle PI da malha de velocidade, em um acionamento vetorial

do MIT. No ensaio experimental, porém, os autores não apresentam respostas em baixas velo-

cidades.

Em (AHN et al., 2001) um controlador neuro-fuzzy de velocidade foi proposto. Naquele

trabalho os autores comprovaram a maior eficiência dinâmica do controlador quando comparado

ao controle escalar Volts por Hertz constante e ao controle vetorial com controle PI clássico na

malha de velocidade.

Em (PURWANTO; ARIFIN; BIAN-SIOE, 2001) e (PURWANTO et al., 2006) encontra-

se uma proposta de implementação de um observador de fluxo magnético do rotor do MIT

utilizando o Sistema de Inferência Neuro Fuzzy Adaptativo (ANFIS) em um acionamento FOC.

O sistema foi treinado para uma única frequência apresentando bons resultados de simulação.
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Utilizando lógica neuro-fuzzy (KARANAYIL; MUHAMMED; GRANTHAN, 2005) pro-

puseram um sistema de observação para as resistências do rotor e estator do MIT.

Em (LIN; WAI, 2002) há a aplicação de lógica neuro-fuzzy no controle de um motor de

indução aplicado ao eixo rotativo (spindle) de uma máquina a comando numérico computa-

dorizado (CNC). A rede utilizada nessa situação é uma rede de quatro camadas proposta em

(CHEN; TENG, 1995).

O trabalho de (VASUDEVAN; ARUMUGAM; PARAMASIVAM, 2003) estima todos os

parâmetros elétricos do MIT utilizando um sistema neuro-fuzzy. Os autores provaram que a

estimação de parâmetros se dá de maneira mais precisa do que com as técnicas tradicionais.

O trabalho de (HENRIQUES et al., 2004) propõe um estimador neuro-fuzzy de veloci-

dade para motores a relutância chaveados (MRC) . O estimador apresentou bons resultados de

simulação e experimentais quando treinado para uma velocidade de referência especı́fica.

O trabalho de (WEN; UDDIN, 2004) utiliza um controlador neuro-fuzzy de velocidade em

um acionamento FOC indireto. O destaque do trabalho, embora somente com resultados de

simulação, diz respeito à aplicação de um sinal senoidal de referência (o controlador não foi

treinado com esse sinal) e verificação da excelente resposta obtida. Mais ainda, da mesma

forma que em outros trabalhos citados, o controlador se demonstrou mais robusto às variações

paramétricas do que o controle PI clássico.

Em (VASUDEVAN; ARUMUGAM, 2004) um controlador neuro-fuzzy foi utilizado em

um acionamento vetorial DTC do MIT com aplicação em veı́culos elétricos. Considerando as

maiores variações paramétricas existentes nesse tipo de acionamento, o controlador projetado

se demonstrou robusto e de alto desempenho dinâmico.

O trabalho de (VALDÈZ; ROMERO, 2004) utiliza um controlador neuro-fuzzy para controle

de fluxo e torque em um esquema de acionamento DTC. O controlador neuro-fuzzy gera o ve-

tor adequado de tensão de estator e o motor é acionado na estrutura clássica DTC através de

modulação PWM vetorial. O sistema apresentou menor ondulação de torque com o controlador

proposto.

Em (UDDIN; WEN, 2005) um observador de fluxo baseado em modelo de referência adap-

tativo utilizando um sistema neuro-fuzzy é proposto. A malha de velocidade também contém

um controlador neuro-fuzzy. O sistema de acionamento demonstrou-se robusto às variações

paramétricas e apresentou boas respostas em operações com carga.

O trabalho de (AYYUB, 2006) utiliza o sistema neuro-fuzzy para determinação do ângulo

de disparo dos tiristores em um sistema de partida suave do MIT.
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Em (YATIM; UTOMO, 2006) um controlador neuro-fuzzy foi utilizado com sucesso em um

acionamento escalar Volts por Hertz aplicado ao acionamento de compressores com velocidade

variável. O sistema demonstrou-se eficiente no consumo de energia utilizando este controlador.

Em (LIN; SHEN, 2006) há a utilização de um sistema neuro-fuzzy para controle de uma

mesa de deslocamento x-y com aplicação em máquinas a comando numérico computadorizado

(CNC). O motor utilizado para o acionamento da mesa é sı́ncrono linear com imãs permanentes.

Em (ORLOWSKA-KOWALSKA; DYBKOWSKI; SZABAT, 2006) há a proposta de um

controlador adaptativo para o controle vetorial do MIT sem a utilização de sensores mecânicos

de velocidade. O controle de velocidade utilizando uma rede neuro-fuzzy é baseado em modelo

adaptativo de referência (MRA). A estimação de fluxo utiliza o observador de ordem completa

de Luenberger. O sistema neuro-fuzzy é utilizado para sintonizar o controlador PI da malha de

velocidade.

O trabalho de (KO; CHOI; CHUNG, 2006) utiliza lógica fuzzy associada a uma RNA em um

sistema de controle de velocidade. Novamente, quando comparado ao controle PI convencional,

o controlador projetado demonstra maior robustez.

Em (UDDIN; WEN, 2007) e (UDDIN; HUANG; CHY, 2007) um controlador de velo-

cidade neuro-fuzzy, auto-ajustável, em um acionamento vetorial do MIT foi proposto com a

utilização de sensores mecânicos de velocidade. A vantagem do controlador projetado sobre

os anteriores deve-se ao fato do auto-ajuste do controlador permitir a utilização de um número

reduzido de funções de pertinência na do controlador, com consequente redução da carga com-

putacional, visando a implementação em tempo real.

O trabalho de (CHEOK; WANG, 2005) propõe um sistema de estimação para a posição do

rotor em motores a relutância. Os autores utilizaram o ANFIS para criar um modelo preciso do

motor a partir de medições de fluxo magnético.

Em (PARAMASIVAM et al., 2003) há o treinamento de um estimador ANFIS para a

determinação da posição do rotor de um motor a relutância. Para tal treinamento, a corrente

e a indutância de fase foram utilizadas como entradas do estimador.

Em (PARAMASIVAM et al., 2007) há a proposta de dois estimadores, um ANFIS e outro

baseado em RNA, para obtenção da velocidade de um motor a relutância. As tensões e correntes

de fase foram utilizadas para o treinamento, assim como o fluxo magnético de dispersão. Ambos

os estimadores apresentaram bom desempenho em resultados experimentais com DSP .

(D.MIHAI; R.MIHAI, 2007) compara controladores de corrente por histerese e neuro-fuzzy.

Ficou comprovado naquele trabalho que o controlador neuro-fuzzy pode substituir adequada-
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mente o controlador de corrente gerando menor ondulação de torque com menor sensibilidade

às variações de parâmetros do motor.

O trabalho de (RAJAJI; KUMAR, 2008b) apresenta um modelo ANFIS para a estimação

da resistência de estator do MIT em um acionamento DTC. Outro estudo realizado pelos au-

tores consiste na estimação do próprio modelo do MIT, considerando indutâncias e resistências

elétricas da máquina utilizando o sistema ANFIS. Por fim, um controlador ANFIS é aplicado

ao acionamento DTC do MIT utilizando a medição da rotação da máquina. As estratégias

apresentadas pelos autores apresentaram bons resultados de simulação.

Novamente (RAJAJI; KUMAR, 2008a) propuseram um sistema ANFIS para determinação

do ângulo de disparo dos tiristores em um sistema de partida suave do MIT. O ANFIS apre-

sentou bom desempenho de simulação no que diz respeito à sua simplicidade, estabilidade,

precisão e rápida resposta.

Os trabalhos de (KASHIF; SAQIB, 2007) e (KASHIF; SAQIB, 2008) implementaram um

controle do ângulo de disparo dos tiristores em um acionamento de partida suave do MIT. A

velocidade angular do rotor do motor foi estimada por intermédio de uma RNA. Resultados de

simulação comprovaram a eficácia do sistema proposto.

Em (CHY; UDDIN, 2009) há a proposta de um controlador neuro-fuzzy aplicado a um motor

sı́ncrono de imã permanente. O controlador projetado apresentou excelente resposta dinâmica

e demonstrou robustez na operação do motor.

Em (GUPTA; KUMAR; SURJUSE, 2009b) um controlador neuro-fuzzy substitui o controle

PI tradicional da malha de velocidade. Em (GUPTA; KUMAR; SURJUSE, 2009a) se encontra

um acionamento sem sensores baseado em MRA. O sistema neuro-fuzzy foi utilizado como um

observador da corrente de estator. O erro entre a corrente proveniente do observador e corrente

do modelo de referência é utilizado pelo mecanismo de adaptação. O observador utiliza, como

uma das entradas, o fluxo magnético de rotor, estimado através de uma RNA. Resultados de

simulação comprovaram a eficiência do acionamento.

O trabalho de (ORLOWSKA-KOWALSKA; DYBKOWSKI; SZABAT, 2010) apresentou

um acionamento sem sensores de dois motores acoplados mecanicamente. O sistema de estimação

da velocidade naquele trabalho era baseado em MRA e um sistema neuro-fuzzy substituiu o

controle PI da malha de velocidade. O treinamento do controlador neuro-fuzzy da malha de

velocidade foi feito com o sistema em operação a partir do erro de velocidade do estimador

baseado em MRA.
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2.7 Conclusões sobre a revisão da literatura

A partir da revisão bibliográfica, se percebe a crescente utilização de sistemas baseados

em IC nos acionamentos de máquinas elétricas. Todavia, esses trabalhos estão normalmente

focados no projeto de controladores ou estimação de parâmetros elétricos da máquina.

Esse fato acontece, particularmente, com os sistemas neuro-fuzzy. É mı́nimo o número de

trabalhos que tratam da estimação de velocidade do MIT utilizando sistemas neuro-fuzzy.

Nesse sentido, esse trabalho contribui com o assunto propondo um estimador neuro-fuzzy

de malha aberta para a estimação de velocidade do MIT.

O desenvolvimento do estimador começa pela definição do modelo vetorial do MIT, apre-

sentado no próximo capı́tulo. No capı́tulo 4 são apresentadas as bases do sistema neuro-fuzzy e

no capı́tulo 6 a metodologia proposta para o desenvolvimento do estimador.
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CAPÍTULO 3

Modelo Matemático do MIT com Orientação de Campo -

Referência no fluxo magnético de entreferro

3.1 Modelo Vetorial

Apresenta-se a seguir a modelagem vetorial do MIT com orientação de campo (VAS, 1998).

Basicamente, a modelagem do MIT por orientação de campo pode se dar através dos campos

magnéticos de estator, rotor ou entreferro. Inicialmente, são apresentadas as equações vetoriais

do MIT sob uma orientação de campo genérica (Apêndice A). As eqs. (3.1), (3.2), (3.3), (3.4),

(3.5), (3.6) e (3.7) para o estator e rotor comum a um referencial genérico encontram-se a seguir:

−→usg = Rs
−→isg +p−→ψsg + jωg

−→ψsg (3.1)

−→urg = Rr
−→irg +p−→ψrg + j(ωg−ωr)−→ψrg (3.2)

−→ψsg = Ls
−→isg +Lm

−→irg (3.3)

−→ψrg = Lr
−→irg +Lm

−→isg (3.4)
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−−→ψmg = Lm
−→img = Lm(−→isg +−→irg) (3.5)

Te =
3
2

P−→ψsg.
−→isg (3.6)

pωr =
1
J
(Te−Bωr−Tl) (3.7)

3.2 Modelo com orientação no fluxo magnético de entreferro

A figura 3.1 apresenta o vetor de espaço da corrente de estator−→is e da corrente de magnetização
−→imm. Os eixos α e β representam a decomposição direta e em quadratura, respectivamente, e

giram espacialmente à velocidade angular do rotor da máquina. Os eixos D e Q representam

as mesmas decomposições, porém, são espacialmente estáticos. Os eixos x e y representam a

projeção direta e em quadratura, respectivamente, e giram espacialmente à velocidade do fluxo

de entreferro da máquina. Ainda, µm, θr, αs e θsl referem-se aos ângulos do eixo direto do

referencial de magnetização e do rotor, do vetor de espaço da corrente de estator em relação ao

referencial estacionário e ao ângulo de escorregamento, respectivamente.

Figura 3.1: Vetores de espaço da corrente de estator e de magnetização (VAS, 1998)

Com a orientação no fluxo de entreferro da máquina, a velocidade de referencial genérico

ωg das eqs. (3.1) e (3.2) torna-se a velocidade da corrente e do fluxo magnético de entreferro,
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definida como ωmm. Os fluxos magnéticos do estator e rotor no referencial adotado são expres-

sos pelas eqs. (3.8), (3.9), (3.10) e (3.11) a seguir.

ψsx = Lsisx +Lmirx (3.8)

ψsy = Lsisy +Lmiry (3.9)

ψrx = Lrirx +Lmisx (3.10)

ψry = Lriry +Lmisy (3.11)

As componentes da corrente de estator em função dos fluxos magnéticos são apresentadas

nas eqs. (3.12) e (3.13).

isx =
Lr

LsLr−Lm
2 ψsx− Lm

LsLr−Lm
2 ψrx (3.12)

isy =
Lr

LsLr−Lm
2 ψsy− Lm

LsLr−Lm
2 ψry (3.13)

As componentes de fluxo magnético do estator e rotor em função das tensões de estator e

rotor são apresentadas nas eqs. (3.14), (3.15), (3.16) e (3.17).

ψsx =
1
p
(usx−Rsisx−ωmmψsy) (3.14)

ψsy =
1
p
(usy−Rsisy−ωmmψsx) (3.15)

ψrx =
1
p
(urx−Rrirx−ωmmψry) (3.16)

ψry =
1
p
(ury−Rriry−ωmmψrx) (3.17)

Utilizando o sistema referencial no ramo de magnetização do motor, a corrente de magnetização
−→imm possui apenas componente do eixo direto, sendo representada conforme a eq. (3.18) a se-

guir:
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−→imm =−→is +−→ir = (isx + jisy)+(irx + jiry) (3.18)

Dessa forma pode-se chegar às eqs. (3.19) e (3.20):

irx = imm− isx (3.19)

iry =−isy (3.20)

Ainda, a expressão de torque neste referencial torna-se:

Te =
3
2

PLmimmisy (3.21)

3.2.1 Equações de estator

A partir das equações do modelo vetorial genérico e da escolha do referencial orientado no

fluxo magnético de entreferro, podem-se escrever as equações do estator como apresentadas a

seguir nas eqs. (3.22) e (3.23):

−→us = Rs
−→is + p−→ψs + jωmm

−→ψs = usx + jusy (3.22)

−→us = Rs(isx + jisx)+ p(Ls(isx + jisy)+Lm(irx + jiry))+

+ jωmm(Ls(isx + jisy)+Lm(irx + jiry)) (3.23)

Substituindo as eqs. (3.19) e (3.20) na eq. (3.23), obtém-se a eq. (3.24):

−→us = Rs(isx + jisx)+ p(Ls(isx + jisy)+Lm((imm− isx)− jisy))+

+ jωmm(Ls(isx + jisy)+Lm((imm− isx)− jisy)) (3.24)

Finalmente, separando a parte real e imaginária, obtém-se as eqs. (3.25) e (3.26):
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usx = Rsisx +(Ls−Lm)pisx +Lm pimm +ωmm(Lm−Ls)isy (3.25)

usy = Rsisy +(Ls−Lm)pisy +Lmωmmimm +ωmm(Ls−Lm)isx (3.26)

Para as eqs. (3.25) e (3.26) é possı́vel isolar as correntes do eixo direto e quadratura, resul-

tando nas eqs. (3.27) e (3.28):

isx =
usx

Rs
−Tslpisx− Lm

Rs
pimm +ωmmTslisy (3.27)

isy =
usy

Rs
−Tslpisy− ωmm(Lslisx +Lmimm)

Rs
(3.28)

onde Ts1 = Ls1/Rs é a constante de tempo de dispersão do estator. As eqs. (3.27) e (3.28) devem

ser consideradas para a implementação do controle por orientação de campo com referência no

fluxo magnético de entreferro para uma máquina em que se impõem tensões no estator. Como

existem componentes de corrente do eixo de quadratura na expressão de corrente do eixo direto

e vice-versa, é necessário implementar um circuito de desacoplamento entre as mesmas.

3.2.2 Equações de rotor

A eq. 3.29 a seguir apresenta a equação de tensão de rotor no referencial de fluxo magnético

de entreferro:

0 = Rr
−→irm +Lr p−→irm +Lm p−→ism + j(ωm−ωr)(Lrirm +Lmism) (3.29)

Para eliminar a dependência da eq. (3.29) com o vetor espacial da corrente de rotor (a qual

não pode ser diretamente medida) no referencial adotado, utilizam-se as eqs. (3.19) e (3.20),

resultando na eq. (3.30):

0 = Rr(
−→imm−−→ism)+Lr p−→imm−Lr1 p−→ism + j(ωm−ωr)(LrimmLr1ism) (3.30)

Segundo (VAS, 1998) estas equações anteriormente apresentadas são mais complexas em

termos de implementação do que as mesmas equações considerando a orientação de fluxo
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magnético de rotor. Por esse motivo, os estimadores de velocidade encontrados na literatura,

projetados sob as mais diversas metodologias, são aplicados a este referencial. No sentido de

colaborar com o assunto, este trabalho pretende investigar o desempenho do estimador de velo-

cidade no referencial de fluxo de entreferro da máquina.

A solução da eq. (3.30) nas componentes de eixo direto e quadratura no referencial de fluxo

magnético de entreferro resulta nas eqs. (3.31) e (3.32) a seguir:

imm +Tr pimm

Trl
= pisx +

isx

Trl
−ωslisy (3.31)

ωsl

(
imm

Tr

Trl
− isx

)
= pisy +

isy

Trl
(3.32)

3.2.3 Acionamento com correntes impostas no estator

A partir das eqs. (3.31) e (3.32) pode-se implementar o acionamento vetorial do MIT com

imposição de correntes no estator da máquina. Para o controle da corrente utiliza-se uma banda

de histerese, cujas principais vantagens são a facilidade de implementação, independência da

variação dos parâmetros da carga e excelente desempenho dinâmico (KASMIERKOWSKI;

MALESANI, 1998), (BOSE, 1997), (BOLDEA; NASAR, 2006) . A figura 3.2a apresenta o

esquema de acionamento por banda de histerese do inversor VSI, e a figura 3.2b, a excursão de

corrente em torno na corrente de referência i?. Uma das desvantagens desse tipo de modulação é

a possibilidade de ocorrência de um erro duplo de corrente (BOSE, 1997) conforme apresentado

na figura 3.2b.

A partir da eq. (3.31) é possı́vel obter a eq. (3.33) a seguir para a componente direta da

corrente de estator:

isx =
(1+Trp)imm + isyTrlωsl

1+Trlp
(3.33)

As eqs. (3.32) e (3.33) são utilizadas para a implementação do controle vetorial indireto

do MIT apresentado na figura B.1. O MIT é acionado através de correntes impostas no estator

pelo inversor com controle de corrente por banda de histerese. Para o acionamento é fornecida
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Figura 3.2: Acionamento do inversor por banda de histerese (BOSE, 1997)

uma referência de corrente de magnetização immre f e o valor da componente direta da corrente

de estator (isx) responsável pela geração de fluxo magnético na máquina é calculada a partir da

eq. (3.33). A partir da expressão de torque no referencial de fluxo magnético de entreferro é

possı́vel determinar a componente em quadratura da corrente de estator (isy), onde o torque de

referência é obtido na saı́da do controle de velocidade.

Figura 3.3: FOC indireto de entreferro com correntes impostas no estator (VAS, 1998)

Para o sistema de transformação de coordenadas do referencial de fluxo magnético de en-

treferro (xy) para o estacionário (DQ) é necessário o conhecimento do ângulo µm apresentado

na figura 3.1. Inicialmente a velocidade de escorregamento ωsl é integrada para a obtenção do

ângulo de escorregamento θsl . Nesse momento o ângulo µm pode ser determinado a partir da

eq. (3.34) a seguir:

µm = θsl +θr (3.34)
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onde θr é a posição angular do rotor.

Dessa maneira, o conhecimento da velocidade de rotor se torna imprescindı́vel no controle

vetorial indireto do MIT. O desenvolvimento de um estimador neuro-fuzzy para a determinação

da velocidade angular de rotor é apresentado a partir do capı́tulo 6.

3.2.4 Sistema de desacoplamento

Percebe-se a partir das eqs. (3.32) e (3.33) que existe acoplamento entre as componentes

dos eixos direto e quadratura do vetor de espaço da corrente de estator. Como consequência,

a corrente de magnetização imm sofrerá alterações a partir das mudanças na componente de

torque (isy) da corrente do estator. Esse acoplamento pode ser eliminado a partir de um sistema

de desacoplamento, conforme apresentado a seguir.

Se a corrente de magnetização é controlada por um controlador de fluxo magnético e a saı́da

desse controlador é îsx, então é necessária a adição de uma corrente de desacoplamento idx para

que seja gerada a corrente de referência do eixo direto isxre f . Dessa maneira tem-se:

isx = îsx + idx (3.35)

Substituindo-se a eq. (3.35) na eq. (3.31) resulta a eq. (3.36) a seguir:

imm +Tr pimm

Trl
= pîsx +

îsx

Trl
+ pidx +

idx

Trl
−ωslisy (3.36)

Dessa forma, a corrente de magnetização imm poderá ser desacoplada da corrente de estator

se idx for selecionada de tal maneira que o termo ωslisy seja matematicamente anulado na eq.

(3.36). Portanto, o valor de idx para o desacoplamento será:

idx =
ωslisyTrl

1+ pTrl
(3.37)

É importante observar que o sistema acoplado é não linear. Essa situação é contraria à ideia

inicial do acionamento vetorial, que prevê que o modelo da máquina CA seja equivalente à
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máquina CC de excitação independente, cujo modelo é linear.

O acoplamento foi mantido, neste trabalho, para verificar o desempenho do estimador

neuro-fuzzy frente as não linearidades associadas ao modelo de acionamento.
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CAPÍTULO 4

ANFIS: Sistema de inferência Neuro-Fuzzy adaptativo

4.1 Introdução

As seções a seguir apresentam os conceitos fundamentais do sistema de inferência neuro-

fuzzy adaptativo ANFIS, conforme apresentado em (JANG; SUN; MIZUTANI, 1997) e (JANG,

1993). Os sistemas neuro-fuzzy são funcionalmente equivalentes aos sistemas de inferência

fuzzy (JANG; SUN; MIZUTANI, 1997).

Sistemas neuro-fuzzy unem as caracterı́sticas de redes neurais artificiais e sistemas fuzzy de

maneira integrada. O número e a forma das funções de pertinência associadas a cada variável

de entrada podem ser obtidas de forma otimizada a partir da apresentação de um conjunto de

dados de entrada e saı́da e execução de um algoritmo de treinamento. O sistema ANFIS pode

aproximar todos os sistemas não lineares com menor conjunto de dados de treinamento, maior

rapidez e maior precisão (HOU; SHEN; LI, 2003).

4.1.1 O sistema de inferência fuzzy de Sugeno

O sistema de inferência fuzzy mais utilizado em aplicações de controle industrial é baseado

no modelo de Mamdani (MAMDANI, 1977). Os sistemas ANFIS, todavia, são baseados no

sistema de inferência fuzzy de Sugeno, ou Takagi-Sugeno-Kang (TSK). A principal diferença

do modelo de Sugeno em relação ao modelo de Mandani está no fato de a saı́da poder ser linear
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ou constante. Uma regra tı́pica de um modelo fuzzy de Sugeno tem a forma:

Se Entrada1 = x e Entrada2 = y, então Saidaz = px+qy+ r

Para um modelo de Sugeno de ordem zero o nı́vel de saı́da z é uma constante (p = q = 0).

Uma das principais vantagens do modelo fuzzy de Sugeno é sua eficiência computacional.

Isto permite a construção de modelos fuzzy adaptativos. Desta forma, as funções de pertinência

podem ser ajustadas para melhor adaptação ao conjunto de dados sem a necessidade de conhe-

cimento especialista (JANG, 1992).

4.1.2 Arquitetura ANFIS

A figura 4.1 a seguir apresenta a estrutura de um sistema fuzzy de Sugeno com duas regras,

que pode sintetizar a derivação de um modelo ANFIS, sem qualquer perda de generalidade. A

figura 4.2 apresenta o sistema ANFIS equivalente; nesta figura os nós das mesmas camadas têm

funções similares, como será descrito a seguir.

Figura 4.1: Sistema fuzzy Sugeno com duas entradas e duas regras (JANG; SUN; MIZUTANI,
1997)

Figura 4.2: Arquitetura ANFIS equivalente (JANG; SUN; MIZUTANI, 1997)

Camada 1 Todo nó i nesta camada é um nó adaptativo com uma função de nó dada por:

O1,i = µAi(x), para i = 1,2, ouO1,i = µBi−2(y), para i = 3,4, (4.1)
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onde x (ou y) é a entrada do nó i e Ai (ou Bi−2) é o rótulo linguı́stico associado a esses

nós. Resumidamente, este nó determina o grau de pertinência das entradas a uma dada

função de pertinência do conjunto de funções de pertinência. Parâmetros dessa camada

são tratados como parâmetros de premissa.

Camada 2 Todo nó nessa camada é um nó fixo denominado ∏, ao qual a saı́da é o produto de

todos os sinais de entrada:

O2,i = ωi = µAi(x)µBi(y) i = 1,2. (4.2)

Cada nó representa o nı́vel de disparo de uma regra.

Camada 3 Cada nó nessa camada é um nó fixo denominado N. O iesimo nó calcula a razão do

nı́vel de disparo da iesima regra para a soma do nı́vel de disparo de todas as regras:

O3,i = ωi =
ωi

ω1 +ω2
, i = 1,2. (4.3)

Camada 4 Cada nó i desta camada é um nó adaptativo com a função de nó dada por:

O4,i = ωi fi = ωi(pix+qiy+ ri), (4.4)

onde ωi é o nı́vel de disparo normalizado proveniente da camada 3 e {pi, qi, ri} é o

conjunto de parâmetros para este nó. Parâmetros nesta camada são referenciados como

parâmetros consequentes.

Camada 5 O único nó dessa camada é um nó fixo nomeado ∑, o qual calcula a saı́da total

como um somatório de todos os sinais de entrada:

Saı́da total = O5,i = ∑
i

ωi fi = ∑i ωi fi

∑i ωi
(4.5)

O modelo ANFIS descrito atua equivalentemente como um modelo fuzzy do tipo Sugeno.

4.2 Algoritmo hı́brido de aprendizagem

A partir do sistema ANFIS apresentado na figura 4.1 pode-se observar que, com os parâmetros

de premissa fixos, a Saı́da total do sistema pode ser expressa como uma combinação linear dos

parâmetros consequentes. A saı́da f na figura 4.2 pode ser reescrita conforme a equação (4.6):
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f =
ω1

ω1 +ω2
f1 +

ω2

ω1 +ω2
f2

= ω1(p1x+q1y+ r1)+ω2(p2x+q2y+ r2)

= (ω1x)p1 +(ω1y)q1 +(ω1)r1 +(ω2x)p2 +(ω2y)q2 +(ω2)r2 (4.6)

a qual é linear nos parâmetros consequentes p1, q1, r1, p2, q2, e r2.

A partir dessa equação se conclui (JANG; SUN; MIZUTANI, 1997) que o algoritmo hı́brido

de aprendizagem pode ser aplicado diretamente ao sistema. No algoritmo hı́brido de aprendi-

zagem, na etapa de avanço, os parâmetros dos consequentes são identificados pelo método dos

mı́nimos quadrados. Na etapa posterior, o erro é propagado para trás e os parâmetros dos ante-

cedentes são atualizados pelo método da descida por gradiente.

4.3 Algoritmos para agrupamento

Algoritmos para agrupamento são úteis não somente para organizar e categorizar dados,

mas também para compreensão dos mesmos e construção de modelos (JANG, 1993). Alguns

algoritmos utilizados para agrupamento são: C-means, fuzzy C-means, método de agrupamento

da montanha e agrupamento subtrativo, dentre outros. O agrupamento particiona o conjunto

de dados de tal forma que a similaridade dentro de um grupo é maior do que a dos demais. É

importante ressaltar que como o particionamento requer uma métrica de similaridade e como em

geral, as métricas são sensı́veis ao alcance dos elementos dos vetores de entrada, é importante

que cada vetor de entrada seja normalizado dentro do intervalo [0,1]. Nesse trabalho utiliza-se

o processo de agrupamento subtrativo, o qual será descrito com mais detalhes no item 4.3.1.

4.3.1 Agrupamento Subtrativo

No método de agrupamento subtrativo apresentado em (CHIU, 1994) e (CHIU, 1996) os

pontos referentes aos dados de treinamento são considerados candidatos ao centro dos grupos.

Esse método possui a vantagem da carga computacional ser proporcional ao número de dados e

não à dimensão do problema como no caso do método de partição (PAIVA; DOURADO, 2004).

Considera-se uma coleção de n pontos de dados {x1, . . . ,xn} em um espaço M-dimensional.

Supõe-se que os pontos de dados tenham sido normalizados dentro de um hiper-cubo. Nessa

situação, cada ponto é um candidato a centro do agrupamento e uma medida de densidade no

ponto xi é definida conforme a equação (4.7) a seguir:
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Di =
n

∑
j=1

exp
(
−‖ xi−x j ‖2

(ra/2)2

)
(4.7)

onde ra é uma constante positiva. Um ponto tem um valor de alta densidade se existem mui-

tos pontos de dados na sua vizinhança. O raio ra define a vizinhança; pontos fora desse raio

contribuem pouco para a medida de densidade.

Depois que a medida de densidade de cada ponto foi calculada, o ponto de dado com a mais

alta medida de densidade é selecionado como o primeiro centro de agrupamento. Seja xc1 o

ponto selecionado e Dc1 sua medida de densidade. A medida de densidade para cada ponto de

dado xi é então expressada pela equação (4.8) a seguir:

Di = Di−Dc1 exp
(
−‖ xi−xc1 ‖2

(rb/2)2

)
(4.8)

onde rb é uma constante positiva. Dessa forma, os dados próximos ao primeiro centro de agru-

pamento xc1 possuirão medidas de densidade significativamente reduzidas, fazendo com que

esses pontos provavelmente não sejam escolhidos como próximos centros de agrupamento. A

constante rb define a vizinhança que possui reduções mensuráveis em sua densidade de medida.

A constante rb é normalmente maior que ra para prevenir agrupamentos com espaçamento re-

duzido. Tipicamente, rb = 1.5ra (PAIVA; DOURADO, 2004).

Depois que a densidade de medida para cada ponto é revisada , o próximo centro de agrupa-

mento xc2 é selecionado e todas as densidades de medidas para os pontos de dados são revisadas

novamente. Esse processo é repetido até que um número suficiente de agrupamentos seja ge-

rado.

Uma vantagem do agrupamento subtrativo deve-se ao fato de ser robusto ao ruı́do, já que

amostras relativas ao ruı́do de medida terão baixa densidade em relação as demais e não influen-

ciarão significativamente na escolha dos centros de agrupamento (PAIVA; DOURADO, 2004).

Essa caracterı́stica permite que o sistema seja treinado com dados puramente experimentais,

com respostas satisfatórias, como será futuramente apresentado.

Quando o método de agrupamento subtrativo é utilizado em relação aos dados de entradas

e saı́das de um sistema, cada agrupamento representa uma certa caracterı́stica do sistema mode-

lado. O centro de cada agrupamento será então utilizado como centro das regras de um sistema

fuzzy do tipo Sugeno. Considera-se que o centro do iesimo agrupamento é ci, de dimensão M.

Então, ci pode ser decomposto em duas componentes vetoriais pi e qi, onde pi é a parte de

entrada e contém os primeiros N elementos de ci; qi é a parte de saı́da e contém os últimos
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M−N elementos de ci. Assim, dado um vetor de entrada x, o grau para o qual a regra fuzzy i é

completada é definida pela equação 4.9 a seguir:

µi = exp
(
−‖ x−pi ‖2

(ra/2)2

)
(4.9)
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CAPÍTULO 5

Arranjo Experimental

5.1 Descrição

Com o intuito de demonstrar o desempenho do acionamento vetorial com estimador neuro-

fuzzy de velocidade, uma bancada de testes foi implementada. O sistema completo é composto

pelo MIT, um inversor VSI, placa de sensores de efeito Hall de corrente e tensão, placa de

aquisição de dados NIDAQ6062E e um computador portátil com processador de 1,7MHz e

1GB de memória RAM.

A figura 5.1 apresenta o diagrama de blocos do sistema de acionamento implementado.

Para os testes foram montadas duas bancadas. A primeira foi utilizada para a validação da me-

todologia proposta de treinamento para o estimador neuro-fuzzy. É compota de um motor de

indução de menor potência (200W) e de um tacogerador, como mostra a figura 5.2. O tacogera-

dor possui relação de 0,0021V/rpm. Esse conjunto foi utilizado para a validação experimental

do estimador. Os parâmetros do motor encontram-se no apêndice C. A segunda bancada utiliza

um motor de indução com potência nominal de 5CV acoplada a uma máquina CC e possui um

tacogerador acoplado ao eixo do conjunto com constante de ganho igual a 0,06V/rpm. Esse mo-

tor foi utilizado nas simulações associadas ao desenvolvimento do estimador. As figuras 5.3 e

5.4 apresentam uma visão geral do conjunto implementado, ressaltando o circuitos de potência

e de controle, respectivamente.
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Figura 5.1: Diagrama de blocos do acionamento experimental

MIT
Tacogerador


Figura 5.2: Acoplamento do motor ao tacogerador

As seções a seguir descrevem os elementos de acionamento e controle do sistema da figura

5.1 detalhadamente.

5.1.1 Sensores de efeito Hall

Os sensores de corrente são do modelo LA 25-NP (corrente máxima 25 A) e os de tensão,

LV 25-P (tensão máxima 500V).

Nos sensores Hall de corrente, a relação entre a corrente do circuito primário e secundário

é de 1000 : 1. Dessa forma, a corrente máxima de 25 A no primário implica em uma corrente de

secundário de 25mA. No secundário do sensor, resistores de derivação são introduzidos de tal
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Figura 5.3: Visão geral do sistema de acionamento (destaque à etapa de potência)
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Figura 5.4: Visão geral do sistema de acionamento (destaque à etapa de controle)

maneira que se tenha uma tensão proporcional à corrente de secundário. Essa tensão é entregue

à placa de aquisição de dados.

Nos sensores Hall de tensão, resistores de derivação são responsáveis por gerar a corrente

de primário a partir da tensão aplicada ao sensor. A máxima corrente de primário admitida é de

10mA. A relação entre a corrente do circuito primário e a corrente do circuito secundário é de

1 : 2,5. Dessa maneira, a corrente máxima de secundário é de 25mA. Novamente, resistores de

derivação são introduzidos de tal maneira que se tenha uma tensão proporcional à corrente de
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secundário. Essa tensão é entregue à placa de aquisição de dados.

As figuras 5.5 e 5.6 apresentam as placas de sensores Hall de tensão e corrente, respectiva-

mente.

SENSORES HALL DE

TENSÃO


Figura 5.5: Placa dos sensores Hall de tensão

SENSORES HALL DE

CORRENTE


Figura 5.6: Placa dos sensores Hall de corrente
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5.1.2 Placa de aquisição de dados

Para a implementação do acionamento vetorial do MIT juntamente com o estimador neuro-

fuzzy de velocidade foi utilizada a placa de aquisição de dados NIDAQ6062E, da National

Instruments. Tal placa possui a caracterı́stica de ser suportada pelo pacote de tempo real do

Matlab (Real Time Workshop). Essa caracterı́stica permitiu que o modelo computacional desen-

volvido no Simulink - tanto escalar, como vetorial- fosse diretamente utilizado no acionamento

experimental do MIT. A tabela 5.1 a seguir apresenta as caracterı́sticas principais da placa de

aquisição de dados. A figura 5.7 apresenta a placa de aquisição de dados utilizada no controle

do sistema de acionamento.

Figura 5.7: Detalhe da placa NIDAQ6062E

Tabela 5.1: Caracterı́sticas da placa NIDAQ6062E

Parâmetro Caracterı́stica

Amostragem 500KS/s

E/S Digitais 8

Entradas Analógicas 16

Saı́das Analógicas 2

Tensão E/S Digitais 5V

Alcance de tensão E/S Analógicas (modo diferencial) ±10V

Alcance de tensão E/S Analógicas (modo simples) 0 a 10V

Conversão A/D 12 bits
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5.1.3 Acoplamento óptico

Para isolamento dos sinais de disparo dos IGBTs proveniente da placa de aquisição de

dados, um circuito de acoplamento óptico foi implementado. A placa de acoplamento está

apresentada na figura 5.8 a seguir.

Opto-

acopladores


Pulsos de gatilho

(NIDAQ6062E)


Pulsos de gatilho

(Aos IGBTs)


Figura 5.8: Placa de acoplamento óptico

5.1.4 Inversor fonte de tensão

O inversor utilizado para o acionamento do motor é do tipo fonte de tensão (VSI), da em-

presa Semikron, com potência de 7,5KW. O comando do inversor se dá através de modulação

PWM por banda de histerese, conforme anteriormente apresentado, sendo a etapa de potência

composta por semicondutores do tipo IGBT (Transistor Bipolar de Porta Isolada). A figura 5.9

a seguir apresenta a foto do inversor em questão.

Barramento CC


Gatilho dos IGBTs


Figura 5.9: Inversor tipo fonte de tensão



67

CAPÍTULO 6

Desenvolvimento de um estimador neuro-fuzzy de

velocidade

6.1 Estratégia para o desenvolvimento do estimador

A partir do sistema ANFIS anteriormente apresentado desenvolveu-se um estimador de

velocidade para o MIT com aplicação ao acionamento vetorial sem sensores de velocidade.

Embora este seja o objetivo final, um estimador para acionamento escalar utilizando a técnica

que mantém a relação entre tensão e frequência constante foi previamente desenvolvido. Tal

estratégia foi adotada para verificar de maneira simples e rápida o impacto das variáveis de

entrada do estimador em todos os seus aspectos, a saber: número, caracterı́stica fı́sica e conjunto

de dados para treinamento.

A estratégia utilizada nesse trabalho foi a de particionar igualmente a faixa operacional de

velocidade do motor. Para o treinamento, então, é gerado um conjunto de dados que contém

frequências de acionamento a partir de 5Hz até 60Hz para o acionamento escalar. Dessa forma,

a faixa de variação de velocidade foi igualmente dividida em doze partes. Essa estratégia vem

ao encontro da tentativa de unificar o conjunto de treinamento do sistema inteligente.

É consenso na literatura que o conjunto de dados de treinamento deve conter informações de

toda a faixa de operação do motor (VAS, 1999). Por outro lado, a forma como estas informações

são apresentadas ao sistema é distinta, nos diversos trabalhos apresentados no capı́tulo de re-
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visão. A figura 6.1 apresenta a estratégia de treinamento proposta neste trabalho.
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Figura 6.1: Diagrama para desenvolvimento do estimador em malha aberta

6.2 Considerações iniciais

No intuito de treinar o estimador ANFIS de velocidade consideram-se alguns pontos de

partida conhecidos na literatura. (VAS, 1999) utiliza o treinamento de uma rede neural para

aplicação em um acionamento vetorial. Para tanto foram utilizadas as tensões e as correntes do

eixo direto e quadratura no instante atual e com um atraso de perı́odo de amostragem. No total,

então, o estimador neural de velocidade possuı́a oito variáveis de entrada: usD(K), usD(K−1),

usQ(K), usQ(K−1), isD(K), isD(K−1), isQ(K) e isQ(K−1).

(GOEDTEL, 2007) treinou uma rede neural com os valores eficazes da tensão e corrente

do estator (usrms e isrms), sem aplicar qualquer transformação trifásica-bifásica. O sistema com

estimador neural apresentou bons resultados associado à proposta de bi-validação cruzada mo-

dificada apresentada pelo autor. O acionamento do MIT se deu à frequência nominal com

variações de tensão do estator de acordo com o admitido pela norma NBR-7094.

(ROSA, 2005) Implementou uma rede neural recorrente, onde foram utilizadas como en-

tradas para o treinamento da rede a corrente e a tensão do eixo quadratura com três atrasos

de perı́odo de amostragem, além da velocidade também com três atrasos de perı́odo de amos-

tragem. No total, então, o estimador proposto possuı́a nove variáveis de entrada: usy(K− 1),

usy(K−2), usy(K−3), isy(K−1), isy(K−2), isy(K−3), ω(K−1) ω(K−2) e ω(K−3). Nestas

variáveis, x e y se referem ao eixo direto e quadratura, respectivamente, em um acionamento

vetorial com orientação no fluxo magnético de rotor. A rede foi treinada a partir de dados

extraı́dos da simulação.
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Percebe-se que não há um consenso sobre o número e a natureza das variáveis de entrada

utilizadas no treinamento da rede. Outro assunto controverso diz respeito à natureza do conjunto

de dados utilizado no treinamento: quantidade de pontos utilizado para o treinamento e escolha

dos pontos mais significativos para tal. Segundo (JANG, 1996), o melhor conjunto de variáveis

para treinamento de um sistema ANFIS é aquele que apresentar menor erro na primeira etapa

de treinamento. Tal afirmação pode não ser totalmente verdadeira, embora seja razoável.

Para contribuir com esse assunto, as seções a seguir apresentam diferentes resultados as-

sociados ao treinamento do estimador ANFIS de velocidade. O sistema de acionamento do

motor utilizado para o treinamento do sistema ANFIS prevê o acionamento escalar do mesmo

utilizando a técnica Volts por Hertz constante. O resultado então será estendido ao acionamento

vetorial com orientação de campo descrito no capı́tulo 3. Os parâmetros do motor utiliza-

dos na simulação encontram-se no apêndice C. No apêndice B, apresenta-se o modelo vetorial

construı́do no pacote simulink do Matlab.

6.3 Treinamento utilizando isQ e usQ

6.3.1 Treinamento com frequência constante

O treinamento do estimador ANFIS nessa etapa foi realizado para a frequência de base de

60Hz. Para tal, foram utilizados valores eficazes da tensão e corrente do estator no eixo em

quadratura usQ e isQ e um perı́odo de amostragem de 100µs. Esse perı́odo de amostragem é uti-

lizado ao longo de todo o desenvolvimento deste capı́tulo. Das oitenta mil amostras geradas pela

simulação, foram extraı́das oito mil para o treinamento e quatro mil para validação igualmente

espaçadas (BARADA; SINGH, 1998). O erro quadrático médio associado ao treinamento foi

de 3,39x10−2 após vinte etapas. As funções de pertinência geradas antes e depois do treina-

mento estão apresentadas na figura 6.2. A figura 6.3 apresenta os resultados para a velocidade

calculada pelo modelo e a estimada pelo estimador ANFIS. A partir do agrupamento subtrativo

foram geradas duas funções de pertinência gaussianas para cada uma das entradas. As figuras

6.4(a) e 6.4(b) apresentam respectivamente o conjunto de dados de treinamento para a corrente

isQ e para a tensão usQ com os centros de agrupamentos gerados pelo método subtrativo.

Na sequência, o número de amostras para o treinamento e validação foi reduzido em dez

vezes, ou seja, oitocentas amostras para o treinamento e quatrocentas para validação. Nova-

mente foram geradas três funções de pertinência para cada uma das entradas. Observou-se

um erro quadrático médio de 8x10−3 após vinte etapas de treinamento, menor que na situação

de treinamento anterior. As funções de pertinência geradas antes e depois do treinamento estão
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apresentadas na figura 6.5. A figura 6.6 apresenta os resultados para a velocidade calculada pelo

modelo e a estimada pelo estimador ANFIS. A partir do agrupamento subtrativo foram geradas

duas funções de pertinência gaussianas para cada uma das entradas. Importante observar na

figura 6.2 a existência de funções de pertinência sobrepostas. Essas funções podem adequada-

mente serem ”fundidas”(PAIVA; DOURADO, 2004), reduzindo assim, a carga computacional

associada ao estimador.
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Figura 6.2: Funções de pertinência para usQ e isQ com oito mil amostras
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Figura 6.3: Velocidades calculada e estimada para oito mil amostras
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(a) Agrupamento subtrativo para a corrente isQ (b) Agrupamento subtrativo para a tensão usQ

Figura 6.4: Agrupamentos subtrativos de corrente e tensão
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Figura 6.5: Funções de pertinência para usQ e isQ com oitocentas amostras
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Figura 6.6: Velocidades calculada e estimada para oitocentas amostras

Os dois resultados apresentados anteriormente demonstram a eficiência do sistema ANFIS

na estimação da velocidade do MIT sob condições nominais de alimentação. Como se espera

que este estimador apresente bom desempenho em malha fechada, onde a máquina estará sujeita

às tensões de entrada não senoidais e frequência variável, torna-se necessária a mudança de

enfoque para o treinamento.

6.4 Treinamento utilizando isD e isQ

6.4.1 Treinamento com frequência constante

Como mencionado no final da seção anterior, deseja-se um bom desempenho de malha fe-

chada para o estimador. Como a corrente do MIT, mesmo sujeito a tensões de alimentação não

senoidais, possui um caráter aproximadamente senoidal, decidiu-se treinar o estimador somente

com entradas de corrente. Novamente, foram utilizadas duas entradas: os valores eficazes da

componentes no eixo direto isD e em quadratura isQ da corrente no estator. Para essa nova

situação de entrada foram utilizadas condições nominais de tensões e frequência na máquina

utilizando oito mil amostras para o treinamento e quatro mil amostras para validação inicial-

mente, e, na sequência, oitocentas amostras para o treinamento e quatrocentas para validação.

O erro quadrático médio associado ao treinamento foi de 1,95x10−2 e 1,57x10−4 após vinte

etapas de treinamento, para oito mil amostras e oitocentas amostras, respectivamente. Nova-
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mente, observa-se que um conjunto de treinamento com um número menor de amostras resulta

em um erro menor.

As figuras 6.7 e 6.8 apresentam as funções de pertinência geradas antes e depois do trei-

namento do estimador para oito mil, e oitocentas amostras, respectivamente. O treinamento

utilizando somente correntes como entrada do estimador aumentou o número de funções de

pertinência para cada uma delas. Agora, tem-se três funções de pertinência para cada entrada.

As figuras 6.9 e 6.10 apresentam os resultados de velocidade calculada a partir do modelo do

MIT e estimada pelo ANFIS.
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Figura 6.7: Funções de pertinência para isD e isQ com oito mil amostras
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Figura 6.8: Funções de pertinência para isD e isQ com oitocentas amostras
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Figura 6.9: Velocidades calculada e estimada para oito mil amostras
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Figura 6.10: Velocidades calculada e estimada para oitocentas amostras
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As figuras 6.11(a) e 6.11(b) apresentam, respectivamente, o conjunto de dados de treina-

mento para a corrente isD e para a corrente isQ com os centros de agrupamentos gerados pelo

método subtrativo.

(a) Agrupamento subtrativo para a corrente isD (b) Agrupamento subtrativo para a corrente isQ

Figura 6.11: Agrupamentos subtrativos utilizando somente as correntes do estator

6.4.2 Treinamento com frequência variável

Os resultados anteriormente apresentados dizem respeito ao treinamento do estimador AN-

FIS de velocidade utilizando diferentes variáveis de entrada, mas sempre com frequência e

tensão de alimentação nominal no motor. Nesta seção, são apresentados resultados de trei-

namento utilizando valores de frequência contidos na faixa de operação do MIT. A faixa de

operação de frequência foi particionada igualmente em intervalos de cinco hertz.

Para essa nova condição de treinamento, o erro médio quadrático se tornou extremamente

elevado (da ordem de vinte por cento). Modificações no número de amostras utilizadas para o

treinamento não implicaram em variações significativas no resultado de treinamento do estima-

dor. Da mesma maneira, a utilização de uma entrada de tensão e uma de corrente anteriormente

proposta também não gerou resultados satisfatórios. A figura 6.12 apresenta as funções de per-

tinência das variáveis de entrada antes e depois do treinamento. As figuras 6.13, 6.14, e 6.15

apresentam o conjunto de treinamento, e a resposta de treinamento e validação ao conjunto de

amostras iniciais apresentados ao sistema, respectivamente.
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Figura 6.12: Funções de pertinência para isD e isQ com particionamento de frequência
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Figura 6.13: Conjunto de dados de treinamento
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Figura 6.14: Teste do estimador para o conjunto de treinamento
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Figura 6.15: Teste do estimador para o conjunto de validação

As figuras 6.16(a) e 6.16(b) apresentam respectivamente o conjunto de dados de treina-

mento para a corrente isD e para a corrente isQ com os centros de agrupamentos gerados pelo

método subtrativo.
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(a) Agrupamento subtrativo para a corrente isD (b) Agrupamento subtrativo para a corrente isQ

Figura 6.16: Agrupamentos subtrativos utilizando somente as correntes do estator com parti-

cionamento de frequência

6.5 Treinamento utilizando isD, isQ, usD, usQ

6.5.1 Treinamento com frequência variável

Conforme os resultados descritos na seção anterior, o estimador treinado com valores de

frequência dentro da faixa operacional da máquina e duas variáveis de entrada não apresentou

resultados satisfatórios. Decidiu-se, então, aumentar o número de variáveis de entrada para o

treinamento do estimador. Nessa nova topologia foram utilizados valores eficazes das correntes

e tensões do eixo direto e quadratura do estator da máquina. Com esta nova topologia o esti-

mador apresentou um erro quadrático médio de treinamento de 1,5x10−2 para quatrocentas e

oitenta amostras de treinamento após vinte etapas. As figuras 6.17, 6.18, 6.19, 6.20, e 6.21 apre-

sentam as funções de pertinência para as entradas, antes e depois do treinamento, o conjunto de

treinamento, e a resposta de treinamento e validação ao conjunto de dados iniciais apresentados

ao sistema, respectivamente.

Após o treinamento do estimador ANFIS utilizando a metodologia de particionamento em

frequência o sistema foi testado com frequências que não faziam parte do conjunto de treina-

mento. As figuras 6.22, 6.23 e 6.24 a seguir apresentam as respostas de velocidade do motor

para as frequências de trinta e três, quarenta e sete hertz e treze hertz, respectivamente.
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Figura 6.17: Funções de pertinência iniciais para usD, usQ, isD e isQ com particionamento de

frequência
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Figura 6.18: Funções de pertinência pós treinamento para usD, usQ, isD e isQ com particiona-

mento de frequência
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Figura 6.19: Conjunto de dados de treinamento
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Figura 6.20: Teste do estimador para o conjunto de treinamento
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Figura 6.21: Teste do estimador para o conjunto de validação
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Figura 6.22: Resposta para trinta e três hertz
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Figura 6.23: Resposta para quarenta e sete hertz
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Figura 6.24: Resposta para treze hertz

As figuras 6.25(a), 6.25(b),6.25(c) e 6.25(d) apresentam respectivamente o conjunto de

dados de treinamento para a corrente isD, para a corrente isQ, para a tensão usD e a tensão usQ,

respectivamente, com os centros de agrupamentos gerados pelo método subtrativo.
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(a) Agrupamento subtrativo para a corrente isD (b) Agrupamento subtrativo para a corrente isQ

(c) Agrupamento subtrativo para a corrente isD (d) Agrupamento subtrativo para a corrente isQ

Figura 6.25: Agrupamentos subtrativos utilizando somente as correntes do estator com parti-

cionamento de frequência

6.6 Treinamento utilizando isD, isQ, usD, usQ no modelo veto-
rial

6.6.1 Treinamento com frequência variável

O método utilizado em malha aberta aplicado à estratégia (V/ f = constante), de parti-

cionamento de frequência, é agora aplicado ao acionamento vetorial com orientação de fluxo

magnético de entreferro. A faixa de operação de velocidade proposta é de zero a trezentos e

cinquenta radianos por segundo. Esta faixa foi igualmente dividida em frequências de 10 em

10Hz. Foram utilizadas setecentas amostras para o conjunto de treinamento e trezentas e cin-

quenta amostras para o conjunto de validação. As figuras 6.26, 6.27, 6.28, 6.29, 6.30 e 6.31 a



84

seguir apresentam as funções de pertinência antes e depois do treinamento, o conjunto de dados

de treinamento e validação e a resposta do estimador aos conjuntos anteriores, respectivamente.

Para este conjunto de dados seis funções de pertinência foram geradas para cada variável de

entrada através do método de agrupamento subtrativo. O erro quadrático médio gerado após

dez etapas de treinamento foi de 1,58x10−2.
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Figura 6.26: Funções de pertinência iniciais para usD, usQ, isD e isQ com particionamento de

frequência no acionamento vetorial
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Figura 6.27: Funções de pertinência pós treinamento para usD, usQ, isD e isQ com particiona-

mento de frequência no acionamento vetorial
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Figura 6.28: conjunto de dados de treinamento - IFOC
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Figura 6.29: Conjunto de dados de validação - IFOC



86

0 100 200 300 400 500 600 700
−0.2

0

0.2

0.4

0.6

0.8

1

1.2
Dados de Treinamento X Saída ANFIS

A
m

pl
itu

de

Amostras

 

 

Dados de Treinamento
Saída ANFIS

Figura 6.30: Conjunto de dados de treinamento (Reduzido) - IFOC
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Figura 6.31: Conjunto de dados de validação (Reduzido) - IFOC
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As figuras 6.32(a), 6.32(b),6.32(c) e 6.32(d) apresentam respectivamente o conjunto de

dados de treinamento para a corrente isD, para a corrente isQ, para a tensão usD e a tensão usQ,

respectivamente, com os centros de agrupamentos gerados pelo método subtrativo.

Posteriormente ao treinamento, o sistema ANFIS foi inserido no modelo de malha fechada

e então submetido a um comando de referência de 222 rad/s que não fazia parte do conjunto

de treinamento e validação. A figura 6.33 apresenta o resultado de velocidade estimado em

confronto com o calculado pelo modelo.

(a) Agrupamento subtrativo para a corrente isD (b) Agrupamento subtrativo para a corrente isQ

(c) Agrupamento subtrativo para a corrente isD (d) Agrupamento subtrativo para a corrente isQ

Figura 6.32: Agrupamentos subtrativos utilizando somente as correntes do estator com parti-

cionamento de frequência no acionamento vetorial
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Figura 6.33: Teste do estimador para o conjunto de validação

O resultado obtido demonstrou, a não ser pelo instante de aplicação do degrau, que o es-

timador neuro-fuzzy pode identificar o modelo dinâmico do MIT com boa precisão. Mais im-

portante ainda, o método de treinamento proposto neste trabalho se apresenta eficiente, com

rapidez de treinamento, baixo erro associado e capacidade de generalização da velocidade esti-

mada. Estudos sobre a inserção de um número maior de amostras na partida da máquina podem

ser realizados, para a avaliação do erro de estimativa nesse instante. Para que a substituição do

sensor mecânico de velocidade no acionamento seja realmente possı́vel, o sistema neuro-fuzzy

deve possuir recorrência, já que o MIT é um sistema dinâmico (ROSA, 2005), (VAS, 1999),

(CUCÈ et al., 1996), (SHIN; XU, 2009). A seção a seguir descreve a resposta do sistema

neuro-fuzzy com recorrência da saı́da estimada.

6.7 Treinamento no modelo vetorial utilizando sistema ANFIS
recorrente

Para que o estimador projetado substitua completamente o sensor de velocidade no aciona-

mento vetorial, treinou-se um sistema com recorrência. O sistema recorrente considerando os

valores eficazes de tensões e correntes anteriormente utilizados não apresentaram resultados sa-

tisfatórios em malha fechada. Dessa forma, um novo conjunto de variáveis foi utilizado. Nessa

nova abordagem, foram utilizadas como entradas do estimador a corrente do eixo quadratura

(isy), com dois atrasos de perı́odo de amostragem, além da velocidade estimada, também com

dois atrasos de perı́odo de amostragem. Resumindo, têm-se agora as seguintes entradas para o

estimador: isy(K), isy(K−1), isy(K−2), ω(K−1), e ω(K−2). Os resultados utilizando essa
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nova configuração são apresentados a partir da próxima seção.

6.7.1 Treinamento com frequência constante

Antes de se utilizar o treinamento para toda a faixa de operação do motor, procedeu-se o

treinamento com algumas frequências particulares em baixas velocidades até uma frequência

de acionamento próxima à nominal da máquina. Os comandos de velocidades impostos foram

de 10, 50, 100 e 300 rad/s. Os erros quadráticos médios após quinze épocas de treinamento

foram de 3,041x10−6, 2,85x10−6, 2,18x10−6, e 1,64x10−6 respectivamente. Foram utilizadas

oitocentas amostras para o treinamento e quatrocentas amostras para a validação do estimador.

A figuras 6.34(d), 6.34(c), 6.34(b) e 6.34(a) apresentam os resultados aos comandos de veloci-

dade impostos ao modelo IFOC e do estimador. Ainda, são apresentadas as curvas de resposta

das correntes de linha do estator, corrente de magnetização e torque do acionamento, para o

comando de trezentos rad/s, nas figuras 6.35, 6.36 e 6.37, respectivamente.
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(a) Respostas de velocidade a um comando de 300

rad/s
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(b) Respostas de velocidade a um comando de 100

rad/s
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(c) Respostas de velocidade a um comando de 50 rad/s

0 0.5 1 1.5 2 2.5 3 3.5 4 4.5

x 10
4

−2

0

2

4

6

8

10

12
Velocidades

Amostras

V
lo

ci
da

de
s 

(r
ad

/s
)

 

 

Velocidade Calculada
Velocidde Estimada

(d) Respostas de velocidade a um comando de 10 rad/s

Figura 6.34: Respostas a comandos especı́ficos de velocidade - IFOC
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Figura 6.35: Detalhes das correntes do acionamento IFOC
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91

0 1 2 3 4 5 6

x 10
5

−5

0

5

10

15

20
Torque

Amostras

A
m

pl
itu

de
 (

N
m

)

Figura 6.37: Curva de torque do acionamento IFOC

6.7.2 Treinamento com frequência variável

A seguir, nas figuras 6.38, 6.39, 6.40, 6.41, 6.42, 6.43 e 6.44 são apresentadas as respostas

do estimador ANFIS ao conjunto de treinamento e validação, as funções de pertinência geradas

após o treinamento e as respostas do estimador aos comandos de 65, 135, 225 e 285 rad/s ,

respectivamente.

Esses comandos de velocidade não faziam parte do conjunto de treinamento e validação do

estimador, caracterizando dessa forma, sua capacidade de generalização.
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Figura 6.38: Teste do estimador para o conjunto de treinamento
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Figura 6.39: Teste do estimador para o conjunto de validação
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Figura 6.40: Funções de pertinência após o treinamento
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Figura 6.41: Resposta ao comando de velocidade de 285 rad/s
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Figura 6.42: Resposta ao comando de velocidade de 225 rad/s
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Figura 6.43: Resposta ao comando de velocidade de 135 rad/s
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Figura 6.44: Resposta ao comando de velocidade de 65 rad/s

6.8 Erros associados ao estimador ANFIS

A seguir é elaborado um resumo sobre os erros associados ao estimador ANFIS de ve-

locidade. São apresentados tanto a soma dos erros quadráticos associados ao treinamento do

estimador, quanto os erros médios relativos associados à generalização do estimador. A tabela

6.1 apresenta a soma dos erros quadráticos (SEQM) associados aos diversos conjuntos de trei-

namento e variáveis de entrada apresentadas anteriormente. Na tabela 6.2 são apresentados os

erros médios relativos (EMR) de treinamento.

O treinamento da rede neuro-fuzzy se inicia com a definição de um critério para minimização

de erro. O erro quadrático médio é, então, utilizado para esse fim (6.2). O erro total da rede E

(6.1) , é definido como a soma dos erros quadráticos médios, E(n), calculado para cada padrão

de treinamento (n), com (A) representando o número de padrões de treinamento, e T (n) e O(n)

representando o valor de saı́da desejado e o determinado pela rede, respectivamente. A eq. (6.3)

foi utilizada para o cálculo do erro médio relativo entre a saı́da calculada pelo modelo T (i) nos

diversos acionamentos e a saı́da da rede O(i). Nessa expressão, (k) indica o número de amostras

de simulação utilizadas para o cálculo do erro.

O erro relativo é extremamente elevado nas primeiras amostras associadas ao acionamento

escalar do motor. Essa situação pode ser observada nas figuras anteriormente apresentadas. Por

esse motivo, essas amostras não foram consideradas no cálculo dos erros da tabela 6.2.
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E =
1
A

A

∑
n=1

E(n) (6.1)

E(n) =
1
2 ∑(T (n)−O(n))2 (6.2)

EMR =
1
k

k

∑
i=1

|T (i)−O(i)|
|T (i)| .100% (6.3)

Tabela 6.1: Soma dos erros quadráticos médios de treinamento

Variáveis Amostras SEQM Modelo

usQrms e isQrms 8000 3,39x10−2 Escalar (frequência constante)

usQrms e isQrms 800 8x10−3 Escalar (frequência constante)

isDrms e isQrms 8000 1,95x10−2 Escalar (frequência constante)

isDrms e isQrms 800 1,57x10−4 Escalar (frequência constante)

isDrms e isQrms 8000 2x10−1 Escalar (frequência variável)

usDrms, isDrms, usQrms e isQrms 480 1,5x10−2 Escalar (frequência variável)

usDrms, isDrms, usQrms e isQrms 480 1,58x10−2 IFOC (frequência variável)

isy, isy(K−1), isy(K−2), ω(K−1) e ω(K−2) 3250 1,35x10−6 IFOC (frequência variável)
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Tabela 6.2: Erros médios relativos

Variáveis Amostras EMR (%) Modelo

usQrms e isQrms 8000 1,93 Escalar (frequência constante)

usQrms e isQrms 8000 2,18 Escalar (frequência constante)

isDrms e isQrms 8000 2,01 Escalar (frequência constante)

isDrms e isQrms 8000 0,49 Escalar (frequência constante)

isDrms e isQrms 8000 Muito elevado Escalar (frequência variável)

usDrms, isDrms, usQrms e isQrms

6,01 (13 rad/s)

8000 2,87 (33 rad/s) Escalar (frequência variável)

4,52 (47 rad/s)

usDrms, isDrms, usQrms e isQrms 5000 3,58 (222 rad/s) IFOC (frequência variável)

isy, isy(K−1), isy(K−2), ω(K−1) e ω(K−2)

130000 2,88 (285 rad/s)

100000 2,88 (225 rad/s)

60000 5,2 (135 rad/s) IFOC (frequência variável)

40000 8,5 (65 rad/s)

6.9 Avaliação do impacto da variação de parâmetros

Após apresentar os erros associados à estimação, nesta seção é realizada uma análise com-

parativa da variação dos parâmetros do MIT em relação à resposta do estimador. São impostas

variações da resistência de rotor, indutância de magnetização e resistência de estator. Os resul-

tados são apresentados para a velocidade de 285 rad/s e 65 rad/s anteriormente consideradas.

6.9.1 Variação da indutância de magnetização

Nesta seção são apresentados os resultados referentes à variação da indutância de magnetização

da máquina. Os valores de indutância foram variados entre 0.8pu a 1.2pu.
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Figura 6.45: Respostas à variações de Lm - Referência 285rad/s
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Figura 6.46: Respostas à variações de Lm (detalhe) - Referência 285rad/s
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Figura 6.47: Respostas à variações de Lm - Referência 65rad/s
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Figura 6.48: Respostas à variações de Lm (detalhe) - Referência 65rad/s

6.9.2 Variação da resistência de rotor

Nesta seção são apresentados os resultados referentes à variação da resistência de rotor da

máquina. Os valores de resistência foram variados entre de 0.8pu a 1.2pu.



100

0 2 4 6 8 10 12 14

x 10
4

−50

0

50

100

150

200

250

300

Amostras

Velocidades

V
el

oc
id

ad
es

 (
ra

d/
s)

 

 

0.8 pu
0.9 pu
1 pu
1.1 pu
1.2 pu

Figura 6.49: Respostas à variações de Rr - Referência 285rad/s
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Figura 6.50: Respostas à variações de Rr (detalhe) - Referência 285rad/s
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Figura 6.51: Respostas à variações de Rr - Referência 65rad/s
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Figura 6.52: Respostas à variações de Rr (detalhe) - Referência 65rad/s

6.9.3 Variação da resistência de estator

Nesta seção são apresentados os resultados referentes à variação da resistência de estator

da máquina. Os valores de resistência foram variados entre de 0.8pu a 1.2pu.
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Figura 6.53: Respostas à variações de Rs - Referência 285rad/s
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Figura 6.54: Respostas à variações de Rs (detalhe) - Referência 285rad/s
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Figura 6.55: Respostas à variações de Rs - Referência 65rad/s
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Figura 6.56: Respostas à variações de Rs (detalhe) - Referência 65rad/s

6.10 Acionamento sem sensor

Finalmente, após as avaliações anteriores, são apresentadas as respostas do acionamento

vetorial sem a utilização de sensor para a realimentação da velocidade. O estimador neuro-
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fuzzy, nesse acionamento, substitui o sensor na malha de realimentação de velocidade, além

de ser utilizado para o cálculo da posição de rotor através de integração numérica. As figuras

6.57, 6.58, 6.59 e 6.60, apresentam as respostas do acionamento sem sensores aos comandos de

velocidade de 285 rad/s, 225 rad/s, 135 rad/s e 65 rad/s, respectivamente.
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Figura 6.57: Resposta ao comando de velocidade de 285 rad/s
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Figura 6.58: Resposta ao comando de velocidade de 225 rad/s
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Figura 6.59: Resposta ao comando de velocidade de 135 rad/s
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Figura 6.60: Resposta ao comando de velocidade de 65 rad/s

O próximo capı́tulo apresenta os resultados experimentais associados à metodologia pro-

posta para o desenvolvimento do estimador.
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6.11 Análise dos resultados

Este capı́tulo apresentou a base de desenvolvimento do estimador neuro-fuzzy de veloci-

dade. Para efeito de treinamento a faixa de freqüência de operação do acionamento foi particio-

nada em partes iguais.

Para a geração das funções de pertinência iniciais do estimador, foi utilizado o método de

agrupamento subtrativo. Nesse método, a densidade de cada ponto do conjunto de dados é

determinada, gerando então, os centros de agrupamentos. A apresentação do conjunto de dados

e os centros de agrupamentos gerados para cada uma das variáveis de entrada constitui-se em

mais uma contribuição deste trabalho.

A partir da análise de agrupamentos, percebe-se, por exemplo, que para o conjunto de

dados das correntes utilizando frequência variável (6.16(a) e 6.16(b)), foi gerado um número

insuficiente de agrupamentos. Isso justifica a resposta ruim associada a essas variáveis no acio-

namento com frequência variável. Na tentativa de se obter melhores respostas pode-se aumentar

o número de funções de pertinência para estas variáveis. Convém lembrar que o aumento do

número de funções de pertinência também aumenta a carga computacional.

A apresentação dos conjuntos de treinamento confere uma maior interpretabilidade ao esti-

mador proposto neste trabalho, em contrapartida aos estimadores baseados em RNA. Ainda, é

possı́vel otimizar as funções de pertinência para cada uma das configurações do estimador. Essa

tarefa pode ser realizada através da fusão de funções de pertinência com forma e distribuições

muito similares (PAIVA; DOURADO, 2004). Como um exemplo, pode-se citar as próprias

figuras 6.16(a) e 6.16(b) onde os agrupamentos 1 e 2 apresentados estão bastante próximos.

As funções de pertinência associadas, apresentadas na figura 6.12 demonstram exatamente essa

situação. As duas funções de pertinência mais à esquerda poderiam ser fundidas em uma única.

A flexibilidade de adaptação do estimador neuro-fuzzy conforme apresentado neste capı́tulo

é uma vantagem sobre os sistemas baseados em RNA, sem interpretação fı́sica.

O estimador se mostrou bastante robusto às variações de resistência estatórica e indutância

de magnetização. Por outro lado, a resposta transitória da estimativa da rotação é afetada pela

variações na resistência do rotor da máquina. Esse impacto também é observado na resposta real

de velocidade do sistema. Nesse sentido, adaptações da resistência de rotor para o acionamento

se fazem necessárias, conforme comenta (ROSA, 2005).
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CAPÍTULO 7

Resultados experimentais

7.1 Acionamento Escalar

A validação experimental do estimador ANFIS de velocidade seguiu a mesma metodologia

de sua validação teórica. Primeiramente, um acionamento escalar mantendo a razão entre a

tensão e a frequência de estator constante foi implementado. Foram impostas frequências de

acionamento de 10 a 60Hz, com essa faixa igualmente dividida em espaçamentos de cinco Hertz

de frequência. O treinamento do estimador foi efetuado seguindo metodologia desenvolvida no

capı́tulo 6, porém foram utilizados somente dados experimentais para os valores eficazes de

tensão e corrente de estator no referencial estacionário.

O conjunto de dados de treinamento foi composto por cinco mil e quinhentas amostras

e a validação se deu com a metade de amostras do conjunto de treinamento. O perı́odo de

amostragem utilizado no acionamento escalar, desta seção, e no vetorial, das seções seguintes,

foi de 200µs. Esse perı́odo é maior do que o utilizado na simulação por questões de limitação do

hardware utilizado. Ajustou-se o menor perı́odo possı́vel para o sistema de aquisição operando

com o pacote de tempo real do Matlab. Nesta condição de treinamento, a tensão aplicada ao

estator pelo conversor é modulada em PWM e portanto não senoidal.

As figuras 7.1, 7.2 e 7.3 apresentam as funções de pertinência para cada uma das entradas

do estimador e os dados de treinamento e validação confrontados com a saı́da estimada.
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Figura 7.1: Funções de Pertinência após o treinamento
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Figura 7.2: Conjunto de dados de treinamento
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Figura 7.3: Conjunto de dados de validação

Após o treinamento do estimador, se fez a validação experimental do sistema. As figuras

7.4, 7.5, 7.6, 7.7 e 7.8 apresentam a resposta do estimador ANFIS para as frequências impostas

de estator de 60 Hz, 58Hz, 47Hz, 33Hz e 11Hz, respectivamente. As quatro últimas frequências

não faziam parte do conjunto de treinamento e apresentam a capacidade de generalização do

estimador.

Figura 7.4: Resposta experimental para sessenta Hertz
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Figura 7.5: Resposta experimental para cinquenta e oito Hertz

Figura 7.6: Resposta experimental para quarenta e sete Hertz
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Figura 7.7: Resposta experimental para trinta e três Hertz

Figura 7.8: Resposta experimental para onze Hertz

7.2 Acionamento Vetorial

Após a validação do estimador proposto para o acionamento escalar simplificado, implementou-

se o acionamento vetorial com orientação no referencial de fluxo magnético de entreferro,
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conforme descrito no capı́tulo três. Antes do desenvolvimento do estimador, alguns testes fo-

ram realizados no sentido de validar o acionamento. No primeiro, confrontou-se a resposta de

simulação com a resposta experimental a um comando de velocidade de 350 rad/s. O resultado

é apresentado na figura 7.9 a seguir. Outros comandos de velocidade (não apresentados) fo-

ram impostos ao acionamento e a resposta confrontada com os valores simulados foram sempre

satisfatórias.

A figura 7.10 apresenta a resposta de corrente dos eixos direto e quadratura do acionamento

e figura 7.11 a tensão de linha aplicada ao motor.
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Figura 7.9: Resposta de simulação e experimental a um comando de 350 rad/s
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Figura 7.10: Correntes do eixo direto e quadratura
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Figura 7.11: Tensão de linha do estator

As figuras 7.12, 7.13, 7.14 e 7.15 apresentam, respectivamente, as respostas de velocidade

a comandos de 350 rad/s, 100 rad/s e 50 rad/s e, finalmente, a corrente de referência do aciona-

mento e a resposta de corrente no motor.

Figura 7.12: Resposta experimental para 300 rad/s
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Figura 7.13: Resposta experimental para 100 rad/s

Figura 7.14: Resposta experimental para 50 rad/s
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Figura 7.15: Corrente de referência I∗L e resposta de corrente IL

As respostas a seguir referem-se ao treinamento utilizando a corrente em quadratura isy

gerada pelo próprio acionamento, com dois atrasos de amostragem. Além disso, há recorrência

de frequência angular na rede. Foram utilizadas, dessa forma, cinco entradas para o treinamento

do estimador: isy(K), isy(K− 1), isy(K− 2), ω(K− 1) e ω(K− 2). A figura 7.16 apresenta as

funções de pertinências associadas a treinamento do estimador ANFIS.
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Figura 7.16: Funções de pertinência após o treinamento
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Após o treinamento, verificou-se a resposta do estimador ao conjunto de treinamento e ao

conjunto de validação. As respostas encontram-se nas figuras 7.17 e 7.18 a seguir. O erro médio

quadrático associado ao treinamento após vinte épocas foi de 6,4x10−5.
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Figura 7.17: Conjunto de Treinamento
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Figura 7.18: Conjunto de Validação
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Antes da validação do estimador para frequências que não faziam parte do treinamento,

alguns testes foram realizados para frequências especı́ficas. As figuras 7.19, 7.20, 7.21 e 7.22

apresentam as respostas para as velocidades de 20 rad/s, 300 rad/s, 50 rad/s e 150 rad/s, respec-

tivamente.

Figura 7.19: Resposta do estimador para 20 rad/s

Figura 7.20: Resposta do estimador para 300 rad/s
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Figura 7.21: Resposta do estimador para 50 rad/s

Figura 7.22: Resposta do estimador para 150 rad/s
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Utilizando-se o particionamento em frequência, obtiveram-se os resultados para os coman-

dos de 35 rad/s, 65 rad/s, 135 rad/s, 225 rad/s e 285 rad/s, apresentados nas figuras 7.23, 7.24,

7.25, 7.26 e 7.27.

Figura 7.23: Resposta de generalização do estimador para 35 rad/s

Figura 7.24: Resposta de generalização do estimador para 65 rad/s
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Figura 7.25: Resposta de generalização do estimador para 135 rad/s

Figura 7.26: Resposta de generalização do estimador para 225rad/s
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Figura 7.27: Resposta de generalização do estimador para 285rad/s

Com um conjunto de treinamento reduzido, os mesmos testes foram realizados. As figuras

7.28, 7.29 e 7.30 apresentam as funções de pertinência e os conjuntos de treinamento e validação

utilizados, respectivamente.

−4 −2 0 2 4

0

0.5

1

Isy(K)

G
ra

u 
de

 P
er

tin
ên

ci
a

−4 −2 0 2 4

0

0.5

1

Isy(K−1)

G
ra

u 
de

 P
er

tin
ên

ci
a

−4 −2 0 2 4

0

0.5

1

Isy(K−2)

D
eG

ra
u 

de
 P

er
tin

ên
ci

a

0 0.2 0.4 0.6 0.8

0

0.5

1

w(K−1)

G
ra

u 
de

 P
er

tin
ên

ci
a

0 0.2 0.4 0.6 0.8

0

0.5

1

w(K−2)

G
ra

u 
de

 P
er

tin
ên

ci
a

Figura 7.28: Funções de pertinência após o treinamento
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Figura 7.29: Conjunto de Treinamento
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Os resultados de generalização do estimador com conjunto reduzido se encontram nas figu-

ras 7.31, 7.32, 7.33, 7.34 e 7.35.

Figura 7.31: Resposta de generalização do estimador para 35rad/s

Figura 7.32: Resposta de generalização do estimador para 65rad/s
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Figura 7.33: Resposta de generalização do estimador para 135rad/s

Figura 7.34: Resposta de generalização do estimador para 225rad/s



125

Figura 7.35: Resposta de generalização do estimador para 285rad/s

7.3 Análise dos resultados

Os resultados experimentais registrados com o estimador estão em conformidade com os

resultados obtidos por simulação. A metodologia proposta para o treinamento do estimador se

mostrou eficaz, tanto para o acionamento escalar, como para o vetorial.

Um fato relevante é que o estimador foi treinado com dados puramente experimentais,

corrompidos por ruı́dos de medição conforme mostra a figura 7.2. Os pontos associados ao ruı́do

de medida têm baixa densidade na geração de agrupamentos associado ao método subtrativo.

Esse resultado é de extrema importância, já que ruı́dos estão sempre presentes nas variáveis

medidas, e a possibilidade de treinamento com dados experimentais aumenta a flexibilidade de

projeto do estimador.

Em particular, pode-se citar o trabalho de (GOEDTEL, 2007), em que uma RNA foi trei-

nada através de simulação computacional e falhou na verificação experimental. A solução en-

contrada pelo autor foi a inserção de dados experimentais no conjunto de treinamento computa-

cional. A melhora nos resultados de estimação foram bastante significativas. Naquele trabalho,

ruı́dos associados às medições impediram que boas respostas fossem obtidas a partir da RNA

com treinamento proveniente de dados puramente experimentais.
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Em relação ao acionamento vetorial, os resultados também foram satisfatórios com velo-

cidades a partir de 65 rad/s. Em velocidades muito baixas, 20 rad/s por exemplo, as resposta

de estimação não foram adequadas. Nessas velocidades, os sinais de corrente associados ao

treinamento assumem valores extremamente reduzidos (foi utilizado um motor de apenas 200

W), prejudicando os resultados de estimação.

Apesar das respostas de estimação em baixas velocidades não serem adequadas, essa não

adequação está associada à resposta de regime estacionário. É possı́vel observar na figura 7.10

que há uma grande variação nos valores de corrente de regime. Isso se deve ao fato de o

regulador de corrente por banda de histerese operar com uma largura de banda fixa. Essas

variações de corrente podem influenciar na resposta do estimador em regime estacionário.
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CAPÍTULO 8

Conclusões

Este trabalho apresentou o processo de desenvolvimento de um estimador neuro-fuzzy para

a estimação de velocidade mecânica de um MIT. Um eficiente método foi proposto, utilizando

valores de correntes e tensões de estator do motor.

Para tal desenvolvimento, o projeto do estimador foi dividido em duas partes. Na primeira,

uma estratégia escalar Volts por Hertz constante foi considerada devido a sua simplicidade

em relação ao controle vetorial do MIT. Nessa etapa, a avaliação das variáveis de entrada do

estimador foi realizada e, mais ainda, foi possı́vel validar o método de treinamento proposto.

Os valores eficazes das tensões e correntes do estator mostraram-se eficientes como variáveis

de entrada do estimador.

Na sequência, um modelo de acionamento FOC indireto foi implementado para comandar

o MIT. A escolha de um referencial não usual, o de fluxo magnético de entreferro, em que

o sistema de equacionamento é mais complexo e não linear, caracteriza-se como mais uma

contribuição deste trabalho, pois expõe o estimador à não linearidade de operação do motor.

A boa resposta do estimador nesse referencial aumenta as possibilidades de sucesso da técnica

proposta neste trabalho em outras aplicações.

Para o sucesso do treinamento do estimador no modelo vetorial, foi utilizado um sistema

neuro-fuzzy com recorrência. Ainda, os valores eficazes de tensão e corrente se mostraram

ineficientes nesse acionamento. Utilizou-se, então, como entrada do estimador, a componente
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da corrente de estator responsável pela geração de torque. As respostas de estimação foram,

então, eficientes para uma ampla faixa de velocidades.

Para a geração das funções de pertinência iniciais do estimador, foi utilizado o método

de agrupamento subtrativo. Para o sucesso deste método de treinamento, os dados associados

às variáveis de entrada devem ser previamente normalizados. O fato de se trabalhar com dados

normalizados garante que o método de treinamento proposto independe da potência da máquina.

Dessa maneira, houve sucesso no procedimento experimental, mesmo com uma máquina de

potência diferente daquela utilizada na simulação.

Ainda relacionado ao método de agrupamento subtrativo, observa-se que o sistema se torna

relativamente robusto aos sinais corrompidos por ruı́dos de medição. Essa caracterı́stica permi-

tiu que a metodologia teórica para o treinamento, desenvolvida de forma computacional, fosse

implementada diretamente de maneira experimental com sucesso.

O método de treinamento proposto para o estimador apresentou boa capacidade de gene-

ralização para operação em velocidades que não pertenciam ao conjunto de treinamento. Esse

resultado é fundamental para a validação do estimador e, confirma, que o particionamento do

conjunto de dados em frequências especı́ficas de operação da máquina é uma alternativa viável

no sentido de padronizar o conjunto de treinamento em sistemas dessa natureza.

O estimador se mostrou, teoricamente, robusto às variações paramétricas da máquina. As

maiores diferenças de resposta estão associadas à resistência de rotor. Dessa forma, adaptações

nessa variável se fazem necessárias.

As principais dificuldades associadas a este trabalho estão relacionadas ao treinamento do

estimador no que diz respeito a análise de variáveis de entrada e escolha dos melhores conjun-

tos de dados de treinamento. O desenvolvimento do arranjo experimental, considerando a

integração entre software e hardware, também caracterizou-se como uma etapa de grande difi-

culdade a ser vencida.

8.1 Trabalho futuro

A partir dos resultados apresentados neste trabalho, se sugere como trabalho futuro:

• Investigar o desempenho do estimador em outros referenciais de orientação de fluxo

magnético: estator e rotor;

• Fusão das funções de pertinência do estimador
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• Implementação do acionamento com o estimador neuro-fuzzy em DSP;

• Melhoria da resposta do estimador em baixas velocidades;

• Utilização do estimador proposto em sistemas baseados em modelo de referência adapta-

tivos;

• Verificação da robustez do estimador as variações paramétricas do motor e perda de sin-

tonia do acionamento de forma experimental;

• Verificação experimental dos efeitos de operação do motor sob carga.
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Parâmetros Utilizando Lógica Difusa. Tese (Doutorado) — Universidade de São Paulo, 1999.

SHIN, Y. C.; XU, C. Intelligent Systems - Modeling, Optimization and Control. [S.l.]: CRC
Press, 2009.

STRONACH, A.; VAS, P. Design, dsp implementation, and performance of artificial-
intelligence-based speed estimators for electromechanical drives. IEE Proceedings - Control
Theory and Applications, v. 145, n. 2, p. 197 –203, mar 1998. ISSN 1350-2379.

SUGENO, M.; KANG, G. T. Structure identification of fuzzy model. Fuzzy Sets and Systems,
n. 28, p. 15–33, 1988.

TOLIYAT, H. A.; LEVI, E.; RAINA, M. A review of rfo induction motor parameter estimation
techniques. IEEE Transactions on Energy Conversion, v. 18, n. 2, June 2003.

UDDIN, M. N.; HUANG, Z. R.; CHY, M. M. I. A simplified self-tuned neuro-fuzzy controller
based speed control of an induction motor drive. IEEE Power Engineering Society General
Meeting, p. 1–8, June 2007.

UDDIN, M. N.; RADWAN, T. S.; RAHMAN, M. A. Performances of fuzzy-logic-based
indirect vector control for induction motor drive. IEEE Transactions on Industry Applications,
v. 38, n. 5, p. 1219–1225, September-October 2002.

UDDIN, M. N.; WEN, H. Model reference adaptive flux observer based neuro-fuzzy controller
for induction motor drive. Fourtieth IAS Annual Meeting. Conference Record of the 2005 IEEE
Industry Applications Conference, v. 2, p. 1279–1285, October 2005.

UDDIN, M. N.; WEN, H. Development of a self-tuned neuro-fuzzy controller for induction
motor drives. IEEE Transactions on Industry Applications, v. 43, n. 4, p. 1108–1116, July
2007.



137

VACLAVEK, P.; BLAHA, P. Lyapunov-function-based flux and speed observer for ac
induction motor sensorless control and parameters estimation. IEEE Transactions on Industrial
Electronics, v. 53, n. 1, p. 138–145, February 2006.

VALDENEBRO, L. R. Observadores adaptativos de fluxo e velocidade para motores de
indução - estudo e implementação. Tese (Doutorado) — Universidade Estadual de Campinas,
2001.
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APÊNDICE A -- Modelo Vetorial do MIT em
Referencial Genérico

O modelo vetorial do MIT utilizando a técnica de orientação se campo se tornou consagrado

ao logo das últimas décadas. Tal modelo pode ser utilizado nos referenciais de campo de estator,

rotor ou magnetizante. Para se atingir esse objetivo se pode lançar mão das equações do MIT

em um referencial genérico e a partir destas escolher um dos três referenciais anteriormente

citados para a solução do equacionamento.

A seguir são apresentadas as deduções das equações para orientação de campo do MIT em

referencial genérico. O modelo fı́sico do MIT utilizado para o equacionamento é apresentado

na figura A.1 a seguir. O modelo considera três enrolamentos de estator e de rotor concentrados

e mecanicamente defasados de 120◦. O MIT em questão possui rotor não saliente em gaiola de

esquilo e efeitos de saturação magnética são negligenciados no equacionamento. Os eixos em

quadratura αβ giram espacialmente à velocidade angular de rotor e os eixos em quadratura DQ

são espacialmente estacionários.

No referencial estacionário os vetores de espaço das equações de estator e rotor são apre-

sentadas pelas eqs. (A.1) e (A.2) a seguir:

−→us = Rs
−→is +p−→ψs (A.1)

−→ur′ = Rr
−→ir′ +p−→ψr′− jωr

−→ψr′ (A.2)

Para o motor com rotor em gaiola de esquilo −→ur = 0.

Os vetores espacias da tensão do estator, corrente de estator e fluxo magnético de estator da

eq. (A.1) são:

−→us =
2
3
[usA(t)+ausB(t)+a2usC(t)] = usD + jusQ (A.3)

−→is =
2
3
[isA(t)+aisB(t)+a2isC(t)] = isD + jisQ (A.4)
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Figura A.1: MIT simétrico com rotor liso

−→ψs =
2
3
[ψsA(t)+aψsB(t)+a2ψsC(t)] = ψsD + jψsQ = Ls

−→is +Lm
−→ir′ (A.5)

Nas eqs. (A.3), (A.4) e (A.5) a é o operador espacial, a = e j 2π
3 .

A partir da eq. (A.2) se pode escrever os vetores espaciais da tensão, corrente e fluxo

magnético de rotor relativos ao referencial fixo no estator:

−→ur′ =−→ur e jθr = urd + jurq (A.6)

−→ir′ =−→ir e jθr = ird + jirq (A.7)

−→ψr′ =−→ψre jθr = Lr
−→ir′ +Lm

−→is = Lr
−→ir e jθr +Lm

−→is =−→ψrd + j−→ψrq (A.8)

onde θr é o ângulo de rotor e−→ur , −→ir e−→ψr são os vetores espaciais das tensões, correntes e fluxos

de rotor, respectivamente expressos no referencial fixo ao rotor:

−→ur =
2
3
[ura(t)+aurb(t)+a2urc(t)] = urα + jurβ (A.9)

−→ir =
2
3
[ira(t)+airb(t)+a2irc(t)] = irα + jirβ (A.10)

−→ψr =
2
3
[ψra(t)+aψrb(t)+a2ψrc(t)] = ψrα + jψrβ = Lr

−→ir +Lm
−→is′ (A.11)
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Defini-se agora um sistema referencial genérico cujos eixos direto e quadratura sejam x e

y, respectivamente, girando a uma velocidade instantânea ωg = pθg, onde θg é o ângulo entre

o eixo direto sD do referencial estacionário fixo no estator e o eixo direto x do referencial

genérico, conforme a figura A.2 a seguir:

Figura A.2: Sistema referencial genérico

As eqs. (A.12), (A.13) e (A.14) a seguir apresentam os vetores espaciais de tensão, corrente

e fluxo magnético de estator no referencial genérico:

−→usg =−→us e− jθg = usx + jusy (A.12)

−→isg =−→is e− jθg = isx + jisy (A.13)

−→ψsg =−→ψse− jθg = ψsx + jψsy (A.14)

Da mesma forma, as eqs. (A.15), (A.16) e (A.17) a seguir apresentam os vetores espaciais

de tensão, corrente e fluxo magnético de rotor no referencial genérico:

−→urg =−→ur e− j(θg−θr) = urx + jury (A.15)

−→irg =−→ir e− j(θg−θr) = irx + jiry (A.16)

−→ψrg =−→ψre− j(θg−θr) = ψrx + jψry (A.17)

Substituindo as eqs. (A.12) a (A.17) nas eqs. (A.1), (A.2), (A.5) e (A.8) resultam as

equações dos vetores espaciais de tensão e corrente no sistema referencial genérico a seguir:

−→usg = Rs
−→isg +p−→ψsg + jωg

−→ψsg (A.18)
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−→urg = Rr
−→irg +p−→ψrg + j(ωg−ωr)−→ψrg (A.19)

onde os fluxos de estator e rotor no referencial genérico podem ser expressos em termos dos

vetores espaciais das correntes de estator e rotor conforme as eqs. (A.20) e (A.21) a seguir:

−→ψsg = Ls
−→isg +Lm

−→irg (A.20)

−→ψrg = Lr
−→irg +Lm

−→isg (A.21)
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APÊNDICE B -- Acionamento Vetorial no Simulink

Figura B.1: Modelo do acionamento vetorial no simulink
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APÊNDICE C -- Parâmetros do MIT

Tabela C.1: Parâmetros do motor (Simulação)
Parâmetro Valor

Rs 0.4 Ω

Rr 0.416 Ω

Ls 0.00178 H

Lm 0.0629 H

Lr 0.00178 H

Potência 5 CV

P 1

J 0.4 Kgm2

Tensão nominal de linha 220 V

Frequência nominal 60 Hz

Tabela C.2: Parâmetros do motor (Experimental)
Parâmetro Valor

Rs 9.6 Ω

Rr 8.87 Ω

Ls 0.0193 H

Lm 0.5270 H

Lr 0.0193 H

Potência 200 W

P 1

J 9x10−4 Kgm2

Tensão nominal de linha 220 V

Frequência nominal 60 Hz
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APÊNDICE D -- Sintonia do controlador da malha
de velocidade

O controlador utilizado na malha de velocidade é do tipo PI. Classicamente o projeto é

realizado considerando a dinâmica de primeira ordem da malha de velocidade com o momento

de inércia e o coeficiente de atrito viscoso, conforme a figura D.1 a seguir.

rref
 
 r
 

PI
 1/(Js+B)
(3/2)PL   i
mm
m


erro
 Tref

i
sy


Figura D.1: Diagrama de blocos do controle PI da malha de velocidade

Em particular o valor do coeficiente de atrito viscoso utilizado no projeto foi nulo. Através

do lugar geométrico das raı́zes foram obtidos os valores de P=5,35 e I=2,67 do controlador em

tempo contı́nuo para resposta com amortecimento crı́tico como mostra a D.2.

O erro de velocidade é aplicado ao controlador, sendo sua saı́da a referência de torque (Tre f )

para o acionamento. A partir da eq. (3.34), se determina a componente do eixo em quadratura

de estator, no referencial de fluxo magnético de entreferro (isy), responsável pela correção de

velocidade.

Para verificar a resposta do controlador projetado uma entrada em degrau de velocidade de

300 rad/s foi aplicada ao diagrama de blocos da figura D.1 e ao esquema de acionamento FOC

da figura B.1. A resposta se encontra na figura D.3 a seguir.
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Figura D.2: Lugar geométrico das raı́zes com controle PI
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Figura D.3: Respostas de velocidade com controle PI




