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“If you believe too much you’ll never notice the flaws;
if you doubt too much you won't get started.”
— R. Hamming, You and Your Research






RESUMO

A representacao do Sistema de Regulacao Génica por meio de uma Rede de Regulagéo
Génica (GRN) pode facilitar a compreensao dos processos biol6gicos no nivel molecular,
auxiliando no entendimento do comportamento dos genes, a descoberta da causa de
doencas e o desenvolvimento de novas drogas. Atraves das GRNs pode-se avaliar quais
genes estdo ativos e quais sado suas influéncias no sistema. Nos ultimos anos, varios
métodos computacionais foram desenvolvidos para realizar a inferéncia de redes a
partir de dados de expressao génica. Esta pesquisa apresenta uma analise comparativa
de métodos de inferéncia de GRNs, realizando uma revisdo do modelo experimental
descrito na literatura atual aplicados a conjuntos de dados contendo poucas amostras.
Apresenta também o uso comités de especialistas (ensemble) para agregar o resultado
dos métodos a fim de melhorar a qualidade da inferéncia. Como resultado obteve-se
que o uso de poucas amostras de dados (abaixo de 50) ndo fornecem resultados
interessantes para a inferéncia de redes. Demonstrou-se também que o uso de comités
de especialistas melhoram os resultados de inferéncia. Os resultados desta pesquisa
podem auxiliar em pesquisas futuras baseadas em GRNs.

Palavras-chaves: Bioinformatica, Redes de Regulacdao Génica, Inferéncia de Redes,
Aprendizado de Maquina, Comités de Especialistas.






ABSTRACT

The representation of the gene regulation system by means of a Gene Regulatory
Network (GRN) can help the understanding of biological processes at the molecular
level, elucidating the behavior of genes and leading to the discovery of disease causes
and the development of new drugs. GRNs allow to evaluate which genes are active
and how they influence the system. In recent years, many computational methods have
been developed for networks inference from gene expression data. This study presents
a comparative analysis of GRN inference methods, reviewing the experimental modeling
present in the state-of-art scientific publications applied to datasets with small data
samples. The use of ensembles was proposed to improve the quality of the network
inference. As results, we show that the use of small data samples (less than 50 samples)
do not show a good result in the network inference problem. We also show that the use
of ensemble improve the network inference.

Keywords: Bioinformatics, Gene Regulatory Networks, Network Inference, Machine
Learning, Ensemble.
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1 INTRODUCAO

Nos ultimos anos os avancgos cientificos e a evolucédo das tecnologias de sequen-
ciamento de DNA (acido desoxirribonucleico) em larga escala resultaram em uma
grande quantidade de dados disponiveis sobre o genoma de diversos organismos. Para
entender o funcionamento de um organismo, além da funcéo individual de cada gene,
proteina, RNA (acido ribonucleico) e outras moléculas biol6gicas, é necessario também
entender as interacdes entre eles.

O Dogma Central da Biologia Molecular foi apresentado por (Crick et al.| (1970)
para descrever o0 processo de transferéncia sequencial de informagédo em um sistema
biolégico. De forma simples, o DNA pode ser copiado para produzir novas moléculas
de DNA através do processo de replicacao, pode ser copiado em RNA no processo
de transcricdo e as proteinas podem ser sintetizadas a partir do RNA no processo de
tradugéo. Porém, hoje j& se sabe que alguns retrovirus sdo capazes de utilizar apenas
RNA para sintetizar DNA no seu hospedeiro (ALBERTS et al., 2010).

O produto da expressdo de um gene pode colaborar com a regulagédo de outros
genes e essas interacbes podem ser modeladas através de Redes de Regulacao
Génicas (GRN, do inglés Gene Regulatory Network), que sao capazes de representar
as relagdes de regulagéo entre os genes, exibindo como as mudangas nas atividades
em um ou mais genes podem afetar outros.

As GRNs fornecem uma representacao sistémica dos processos bioldgicos celulares.
Entender estes processos pode ajudar a identificar em quais tecidos alguns genes
especificos estdo ativos e em quais circunstancias as proteinas e demais produtos
gerados pela expressao génica aparecem, colaborando no entendimento de processos
patologicos e evolucionarios (LOPES, [2011).

1.1 MOTIVACAO

Investigar as funcdes, caracteristicas e interacao dos genes € uma das principais
motivagdes da Biologia Molecular (ALBERTS et al., 2010). Os dados gerados pelas
novas tecnologias de sequenciamento estdo sendo utilizados para responder perguntas
sobre a relacdo dos genes em determinadas fungdes celulares e quais genes interagem
entre si na realizagao dessas fungcdes. As GRNs sao utilizadas em muitas pesquisas
para identificar as conexdes genéticas e os sistemas de controle responsaveis por
caracteristicas fisicas, comportamentais, evolutivas e fisioldgicas (SOMEREN et al.,
2002).
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Existe muito a ser aprendido sobre os padrdes de expressao dos genes e a interagao
entre eles. No passado as interac6es moleculares foram descobertas em um ritmo
muito lento. Como exemplo, levou mais de uma década para descobrir o gene p53,
supressor de tumores e o sistema de feedback regulatério em que esta inserido com a
proteina MDM2, seu principal regulador (MARBACH et al., 2010).

O mapeamento das interacoes bioldgicas no meio da célula é ainda hoje um dos
principais desafios da biologia molecular. Ferramentas de andlise computacional podem
ajudar na criacao de novas hipéteses sobre o funcionamento das interacdes génicas
que podem ser confirmadas ou refutadas. Algoritmos de aprendizado de maquina sao
interessantes nesse contexto pois conseguem aprender a descricao de conceitos a
partir de exemplos e treinamento, ndo necessitando de um modelo bem definido do
problema. Para realizar essa tarefa é importante ter-se métodos precisos para inferéncia
da redes (MARBACH et al., 2010).

A inferéncia de GRNs a partir de dados de expressao génica é uma tarefa desafia-
dora, pois geralmente o numero de amostras temporais é muito pequeno e 0 nimero
de variaveis (genes) analisadas é muito grande, dando uma caracteristica complexa
aos dados. Os dados também sofrem a presenca de ruido devido a variagdes causadas
por medidas de células em diferentes tecidos e por perturbacoes externas as células,
tornando dificil a construcao de GRNs a partir de observagdes empiricas (SOMEREN
et al, [2002).

Véarios métodos de inferéncia de redes baseados em técnicas de mineracao de
dados sao aplicadas para capturar a dindmica de interacao dos componentes celulares
como DNA, RNA e proteinas a partir dos dados disponiveis (LIU, 2015; |LO et al., 2015;
LOPES et al., [2014; WANG; HAIYANHUANG, 2014; CHAI et al., [2014; LANGFELDER;
HORVATH, 2008; |SCHAFER; STRIMMER, 2005; [FRIEDMAN et al., 2000). A rede
inferida pode ajudar a identificar em qual via regulatéria os produtos do gene estao
inseridos, com quais outros genes esses produtos interagem e quais genes ativam
suas vias inibitorias, facilitando a escolha dos genes a serem utilizados como alvos
para aplicacao de drogas ou para auxiliar em tratamentos médicos (LOPES, 2011).

Apesar de diversos métodos de inferéncia estarem disponiveis, cada um baseia-se
em caracteristicas e modelos diferentes do sistema de regulagcdo génica. O desem-
penho de cada método ainda nao € bem compreendido, o que torna necessario sua
avaliagédo para entender melhor seus limites de aplicagdo (MARBACH et al., 2010).
Uma validacao sistematica dos métodos propostos € essencial pois consegue eviden-
ciar seus pontos fortes e fracos e auxiliar na escolha de métodos que se adequem a
dominios especificos de aplicacdo. Validar tais abordagens e seus resultados ainda €
um problema importante em aberto (IANCU et al., 2012).
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Os resultados esperados deste trabalho sao relevantes pois podem auxiliar na
analise do grande volume de dados de expressao génica existente e podem:

e Facilitar na descoberta de doencas genéticas;

e Auxiliar em testes de eficiéncia de novas drogas e agrupamento de genes que
descrevem a mesma funcgéao bioldgica;

e Elucidar os caminhos da evolucgéo e

e Explicar fenbmenos fisioldgicos e de comportamento.

1.2 OBJETIVOS
1.3 ORGANIZACAO DO TEXTO

No sao apresentados conceitos fundamentais da Biologia Molecular para
o desenvolvimento da pesquisa proposta. No apresenta-se uma revisdo
sobre os modelos matematicos de GRNs e métodos de inferéncia de redes presentes
nos trabalhos analisados. No apresentamos a metodologia de avaliagdo
utilizada neste trabalho.

O apresenta um estudo comparativo das técnicas de comités de espe-
cialistas Regra do Maximo (Maximum Rule), Regra da Média (Mean Rule), Regra da
Média Ponderada (Weighted Average) e Classificagdo pelo Produto (Rank Product)
usando os métodos CLR, GeneNet, MRNET e WGCNA como base. No
apresentam-se os resultados obtidos. No séo apresentadas as conclusdes
deste trabalho e indicagdes de trabalhos futuros.

Em suma, este trabalho oferece uma discusséo acerca de méetodos de inferéncia de
GRNSs por meio de uma andlise comparativa de métodos bem difundidos na literatura e
a proposta do uso de comités de especialistas com o objetivo de realizar a inferéncia
de GRNs de forma mais precisa.

1.4 CONTRIBUICAO

Neste trabalho realizamos uma avaliacado comparativa de métodos de inferéncia de
GNRs e de técnicas de comités de especialistas em conjuntos de dados com poucas
amostras. Mostramos que uma quantidade reduzida de amostras afeta a qualidade de
inferéncia das redes e que a aplicagao de comités de especialistas pode melhorar a
qualidade de inferéncia das redes; porém, também destacamos que o impacto dessas
técnicas € muito baixo quando sao aplicadas em conjuntos de dados com poucas
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amostras. Esses resultados foram publicamos no artigo Using Ensemble Combiners to
Improve Gene Network Inference (FACHINI; MARTINS; COSTA, 2015) apresentado no

Workshop BAI 2015: Advances in Bioinformatics and Artificial Intelligence: Bridging the
Gap, IJCAI 2015.



25

2 CONCEITOS FUNDAMENTAIS

Neste trabalho o interesse esta na analise computacional de dados de expressao
génica. Porém, para uma compreensao dos métodos avaliados e da proposta apresen-
tada, € necessario entender alguns conceitos fundamentais da biologia molecular. Nas
secOes a seguir apresenta-se uma introducéo sobre a célula e sua estrutura interna,
sobre o DNA (acido desoxirribonucleico), RNA (acido ribonucleico) e proteinas
Icdo 2.1), a Regulagao da Expressao Génica (se¢do 2.2), a definicdo de GRNs e como
realizar sua inferéncia (sec¢do 2.3). Para maiores informagdes sobre esses contetidos
relacionados a biologia molecular, indica-se a leitura do livro Biologia Molecular da
Célula (ALBERTS et al., 2010). Para um aprofundamento nos conceitos relacionados a
Bioinformatica recomenda-se a leitura das obras Introduction to Bioinformatics (LESK,
2014) e An Introduction to Bioinformatics Algorithms (JONES; PEVZNER, 2004).

2.1 INTRODUGAO A BIOLOGIA MOLECULAR

A maioria dos organismos vivos € unicelular; outros, como 0s seres humanos,
sdo multicelulares. Existem nos organismos uma grande variedade de células com
as mais diversas fungdes, porém todas compartilham caracteristicas organizacionais
em comum. As areas de estudo da biologia celular e molecular buscam entender
essas caracteristicas das células e das moléculas que a constituem. Ao se realizar
uma analise no nivel celular, pode-se dividir 0s organismos vivos em dois grupos: os
procariontes e 0s eucariontes.

Os procariontes sdo organismos unicelulares, englobando os dominios das Bac-
térias e Archaea. As células desses organismos se caracterizam por nao possuirem
nucleo bem diferenciado (sem uma membrana), sendo que seu cromossomo fica em
contato direto com o protoplasma (ALBERTS et al., 2010, p. 1).

O grupo dos organismos eucariontes inclui todos os demais organismos unicelulares
ou pluricelulares. Entre suas principais caracteristicas pode-se destacar a presencga de
um nucleo celular rodeado por uma membrana (a carioteca) e diversas organelas nao
presentes nas células procariontes. Neste tipo de célula, os processos de transcricao
e de tradugéo sdo eventos separados realizados em diferentes regides da célula
(ALBERTS et al., 2010, p. 1).

Os acidos nucleicos (DNA e RNA) foram descobertos em 1869 pelo fisico e bidlogo
Johann F. Miescher que os isolou em experimentos realizados com as células brancas
do sangue. No comeco do século XX ja se sabia que o DNA era uma molécula comprida
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formada por quatro tipos de bases e em 1920 os acidos nucleicos foram divididos em
acido desoxirribonucleico e acido ribonucleico (JONES; PEVZNER, 2004). Em 19583,
Watson e Crick apresentaram para a comunidade cientifica a estrutura de dupla-hélice
da molécula de DNA (WATSON; CRICK, ). Nos anos noventa, o Projeto Genoma
Humanoﬂ iniciou esforgos para o mapeamento do genoma humano e a identificacao
dos genes que codificam as proteinas. Apesar de todo o desenvolvimento tecnolédgico
e das descobertas realizadas, ainda se entende pouco sobre como genes especificos
sao regulados, mesmo em organismos mais simples.

O ciclo bésico de vida das células envolve o nascimento, crescimento, diferenciacéo
e morte. Todas as atividades celulares sdo coordenadas por uma rede complexa de
comunicacao através de reagdes quimicas organizadas em vias metabdlicas Pathways.
Nessas, novos elementos s&o sintetizados, outros séo divididos, e sinais que indicam,
por exemplo, se a célula precisa se alimentar ou vai morrer, sdo enviados. Apesar de
existirem células que realizam diferentes fun¢des, todas dependem de trés moléculas
para a manutencao da vida: o DNA, o RNA e as proteinas (JONES; PEVZNER, 2004).
Nas células dos eucariontes, 0 DNA esta organizado junto com proteinas nos cromos-
somos no nucleo. Ja o RNA pode ser localizado tanto no nucleo, onde é transcrito,
quanto no citoplasma, onde participa da sintese das proteinas (ALBERTS et al., 2010,
p. 4).

Todas as células conhecidas armazenam suas informagdes hereditarias na forma
de moléculas de DNA de fita dupla. Uma fita de DNA é uma cadeia de nucleotideos
compostos por polimeros formados por uma sequéncia de agucares (desoxirribose)
ligados por acido fosférico (grupo fosfato) com uma base nitrogenada projetando-se
dela (Figura 1a). A base pode ser: A (adenina), C (citosina), T (timina) e G (guanina).
As fitas do DNA sdo complementares e opostas. As bases Ae T, e C e G formam pares
complementares. A ligacdo entre as fitas se da por pontes de hidrogénio. Dada a ordem
de bases em uma fita, a outra deve ser complementar. As unidades de acucar e fosfato
sao assimétricas, dando uma orientacao assimétrica para a cadeia, garantindo que
0s processos moleculares pelos quais o DNA é interpretado sejam sempre realizados
na mesma ordem. As extremidades das fitas de DNA sdo chamadas de 3’ e 5. A
extremidade 3’ de uma fita corresponde a extremidade 5’ da outra fita (ALBERTS et
al}, 2010, p. 2-3). A[Figura 1] apresenta os elementos que compdem o DNA e a sua
estrutura de dupla-hélice.

Como as pontes de hidrogénio sdo mais fracas que as ligagdes entre os acucares
e os fosfatos, quando o processo de replicacdo do DNA ocorre as duas fitas sédo
separadas de forma que ndo ocorram danos. Cada fita serve de molde para a sintese

' Projeto Genoma Humano: http:www.genome.gov10001772
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Fosfato
Acucar

- -l — 3
Agucar Base

fosfato
Nucleotideo

(@)

Figura 1 — Estrutura do DNA. (a) Nucleotideos, constituidos de agucar, fosfato e uma
base. (b) As duas fitas formando uma dupla-hélice evidenciando o empare-
Ihamento entre as bases complementares. Adaptado de |Alberts et al.| (2010,

p. 3).

de uma nova fita de DNA complementar (ALBERTS et al.,2010).

O RNA é um polimero quimicamente parecido com o DNA, composto por uma unica
fita, na qual o nucleotideo T é substituido pelo nucleotideo U (uracil) e o agucar é a
ribose, este difere da desoxirribose por conter um atomo de oxigénio a mais (LESK,
2014). Enquanto o DNA é uma molécula inerte servindo para o armazenamento de
informacao, o RNA é uma molécula mais ativa. O DNA é transcrito em uma molécula
de RNA mensageiro (mRNA), fenbmeno que ocorre no nucleo. Esta molécula de
mRNA migra para o citoplasma onde é traduzido ou ndo em uma proteina. (JONES]
PEVZNER, 2004). Alguns virus sdo muito simples e ndo possuem DNA, tendo seu
genoma composto apenas por moléculas de RNA.

O genoma de um organismo é representado pelo conteudo de DNA. Mesmo os
organismos mais simples possuem uma sequéncia longa, tipicamente de 10° nucleoti-
deos ou mais. O gene é uma porcao dessa sequéncia que codifica informacao para a
sintese de proteina, RNAs funcionais ou para definir caracteristicas dos organismos.
No genoma humano, os genes correspondem a apenas 3% da sequéncia e acredita-se
que o restante ndo conhecido pode ser resquicio da evolugao ou tem fungéo na propria
regulacdo da expressdo dos genes 2014). O genoma é transmitido de geragdo
para geragao através da formacgado dos gametas e fecundacgéo. Durante a replicagao
do material genético e divisao celular ocorrem imperfeicbes que sao responsaveis por
gerar mutagdes na cadeia de DNA replicada, modificando caracteristicas fisicas dos
organismos Vvivos.

Existem diversos tipos de acidos ribonucleicos, sendo trés envolvidos na sintese
de proteinas. O mRNA (RNA mensageiro) contém a informacao genética para gerar a
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sequéncia de aminoacidos. O tRNA (RNA de transferéncia) é responsavel por identificar
e transportar as moléculas de aminoacidos até o ribossomo. O rRNA (RNA ribossémico)
forma a estrutura onde o mRNA é traduzido em proteinas (ALBERTS et al., [2010).

As proteinas séo, depois da agua, as moléculas mais presentes dentro das células.
Elas sdo moléculas constituidas de aproximadamente vinte aminoacidos presentes em
diversas proporcoes, € a ordem em que 0s aminoacidos estdo organizados da origem
a um grande numero de moléculas de proteina que exercem fung¢des diferentes nas
células, como: a manutencao de estruturas, acao de enzimas, percepcao e envio de
sinais para outras células, participagcdo em outros componentes celulares como a pele
e queratina, fornecimento de resposta imune e também de funcionamento como fator
de transcricao (TF) (ALBERTS et al., 2010; JONES; PEVZNER, 2004).

A sequéncia de trés nucleotidios consecutivos do DNA (chamadas de cdédons) séo
responsaveis por codificar uma sequéncia de aminoacidos nas proteinas que, por sua
vez, sao responsaveis por diversas reagdes quimicas incluindo as que sintetizam novas
moléculas de DNA, retroalimentando o sistema (ALBERTS et al., [2010). Cada cddon é
codificado em um aminodcido, que é usado na construgao das proteinas. Este processo
de codificacao € conhecido como cédigo genético. As proteinas sao sintetizadas apds
o processo de tradugdo do RNA; porém, como o RNA ¢é transcrito a partir do DNA
apenas trocando a timina por uracil, pode-se representar os dois processos separados
em apenas um passo.

O DNA fica organizado nos cromossomos no interior do nucleo celular. Os cro-
mossomos estao presentes em pares, em diferentes tamanhos e formatos, sendo
cada membro do par chamado de cromossomo homélogo. Cada espécie possui uma
quantidade diferente de cromossomos; a espécie humana possui 23 pares (ALBERTS
et al., 2010).

O gene é formado por um conjunto de nucleotidios e possui alguma fungao, como
por exemplo, a producéo de determinada proteina. Os genes podem ser divididos em
trés grupos: os que nao sao transcritos, os transcritos e os transcritos e traduzidos.
Os genes aparecem em pares chamados de alelos, cada um em um cromossomo
homdélogo (ALBERTS et al., [2010).

2.2 EXPRESSAO GENICA

O DNA de um ser vivo possui milhares de genes. Apesar das células possuirem
praticamente o mesmo DNA, elas se comportam de forma diferente dependendo de
como os genes sao regulados (LESK| 2014). A expressao génica é o processo no
qual um gene pode ser ativado (ou nao), resultando em sua transcricdo em RNA
e a tradugao deste em uma proteina. Muitos RNAs sao funcionais ou estruturais e
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nao traduzidos (ALBERTS et al., 2010). Os passos envolvidos na expressao génica
incluem a transcricdo do DNA, o RNA splicing, a traducao do RNA e a modificagao pos-
traducional da proteina. A regulacédo da expressao génica é o que controla as funcoes
e estruturas da células, dando origem aos fenétipos de um organismo vivo (BRAZHNIK;
FUENTE; MENDES, 2002). A apresenta um diagrama que representa os
processos envolvidos na expressao génica.

4
is Transcrigao Splicing Transporte Tradugéo Modificagéo Ordenacéo
4

- |

SR
ribosome / t]
»

B
<
=_
Tz

L] mRNA mRNA polipeptideo proteina

DNA pre-mRNA

Nucleo//Citoplasma

Envelope Nuclear

Figura 2 — Expresséo Génica. Adaptado de |Gardner e Faith| (2005).

O processo de transcricao do DNA envolve a cépia de apenas alguns genes e
nao do genoma completo. Este processo gera o mRNA, tRNA e rRNA. Chama-se de
transcriptoma o conjunto de RNAs transcritos em um determinado momento do ciclo
celular. Este processo é realizado pela enzima RNA-polimerase que se liga a fita dupla
do DNA e utiliza uma das fitas como modelo e a |1é no sentido 3’ para 5'. Para iniciar o
processo de transcricdo, a RNA-polimerase precisa localizar sinais na molécula de DNA
indicando a regido a ser transcrita, ou seja, o gene. A fita dupla do DNA é aberta e, um
a um, os ribonucleotideos sado copiados para a nova fita de RNA. O fim do processo de
transcricdo é indicado por uma sequéncia de nucleotideos chamada de terminadora da
transcricdo. A molécula de RNA resultante é antiparalela e complementar a fita modelo
de DNA com o uracil no lugar da timina. Ao terminar o processo, a RNA-polimerase
arruma as fitas de DNA em sua configuragao original de dupla-hélice (ALBERTS et al.,
2010; JONES; PEVZNER, 2004). A regiao composta pela regidao promotora, cédigo
genético e regido terminadora pode estar sujeita a regulagao génica (MENDOZA| 2014,
p. 40).

As regides promotoras séo reguladas pelos Fatores de Transcricdo (TFs), capazes
de reconhecer padrdes especificos dessa regidao do DNA, chamados de motivos (motif),
onde se ligam para ativar ou inibir o processo de transcricao (MENDOZA, 2014). Os
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TFs exercem funcao importante no ciclo celular. Quando a célula precisa realizar
determinado processo, os TFs sdo utilizados para ativar a expressao deste gene. Caso
algum gene nao seja necessario, os TFs inibem sua expressédo (ALBERTS et al., 2010).
A apresenta o processo de transcricdo do DNA e a sintese de RNA pelo
RNA-polimerase.

RNA-polimerase
Proteina ativadora P ;

ligada

" GENE ATIVADO

. “ - o

mRNA
e ————
S 3

Proteina

Figura 3 — Representacdo do RNA Polimerase, processo pelo qual se da a transcrigéo
dos genes. Adaptado de Alberts et al.[ (2010, p. 436).

Apébs ser transcrito, 0 mMRNA é modificado em um processo chamado de RNA
splicing. Os introns (sequéncias geralmente ndo codificantes) s&o removidos e 0s
exons (que permanecera no mRNA e que sera traduzida em proteina) vizinhos sao
emendados (ALBERTS et al., 2010).

Na traducao as proteinas séo sintetizadas em um aparato (complexo) composto
pelos ribossomos, tRNAs e proteinas. Apdés o0 mRNA ser sintetizado a partir do DNA, o
tRNA funciona como um adaptador entre 0 mRNA e os ribossomos, transportando as
moléculas de aminodacidos para a sintese de proteina. Cada aminoacido é transportado
por tRNAs especificos. A sintese de proteina comeca quando o mRNA, tRNA e as
substancias de um ribossomo se unem para formar um ribossomo funcional. O ribos-
somo entdo percorre 0 MRNA traduzindo os cdédons (sequéncia de trés nucleotidios
consecutivos) em aminoacidos, passando de um alfabeto de quatro bases para vinte
amino&cidos (ALBERTS et al.,[2010; JONES; PEVZNER, [2004). A [Tabela 1] apresenta
as moléculas resultantes na transcricdo do DNA em RNA e na tradugdo de RNA em
proteina.

A proteina é um dos produtos finais da expressao génica. Quando as proteinas
agem como TF, elas sdo responsaveis por ativar ou inibir a expressdo de outros genes
gerando um processo de retroalimentacao. Os processos de traducao e modificacao
pés-traducional também podem sofrer influéncia de moléculas reguladoras. No processo
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Tabela 1 — A transcricdo do DNA em RNA e a traducdo de RNA em proteina. Adaptado
de Jones e Pevzner (2004, p. 65).

DNA: TAC CGC GGC TAT TAC TGC CAG GAA GGA AcCT
RNA: AUG GCG CCG AUA AUG ACG GUC Cuu cCCU UGA
Proteina: Met Ala Pro lle Met Thr Val Leu Pro Stop

de modificagao pds-traducional as proteinas sofrem modificagdes quimicas (GARDNER,;
FAITH, 2005).

Um gene é considerado expresso quando seu produto correspondente esta presente
nas células. Geralmente quando o processo de transcricdo estda sendo realizado,
também ocorre o0 processo de tradugao e a expressao génica esta ativa. Por esta razao,
muitas técnicas experimentais medem o nivel de transcritos em uma célula como forma
de medir a expressao génica (MENDOZA, 2014, p. 42). As tecnologias de analise em
larga escala como DNA microarray e RNA-Seq possibilitaram a coleta massiva de
dados genbmicos, tornando possivel a medicao do nivel de expressao de multiplos
genes de forma simultanea (HECKER; LAMBECK; TOEPFER, 2009).

Enquanto a sequéncia de DNA nos fornece o que a célula pode fazer, o perfil
de expressao génica é uma amostra temporal do estado da expressao génica sob
determinadas condicdes. Apesar de todas as células possuirem a informacao genética
capaz de produzir o mRNA, apenas uma pequena parte dos genes sao ativados
dependendo da fungao da célula. Fatores como o periodo do dia, a divisdo celular, o
tipo de ambiente onde o organismo esta inserido e sinais quimicos influenciam em
quais genes serao ativados.

Esse tipo de andlise gera os perfis de expressao génica que podem ser utilizados
para identificar genes em condi¢des de interesse, como por exemplo testes de células
doentes e submetidas a um tratamento, bem como acompanhar o comportamento dos
genes envolvidos em processos celulares durante um periodo de tempo (LOPES, 2011).
A analise da expressédo de um gene pode fornecer pistas sobre os mecanismos de
regulacdo e interagdo dos genes, em quais tecidos determinados genes estéo ativos e
em quais circunstancias as proteinas e demais produtos gerados pela expressao génica
aparecem, colaborando no entendimento de processos patolégicos e evolucionarios
(LOPES, 2011).

Para fins de andlise computacional, os dados de expresséo sao representados por
uma Matriz de Expressao Génica (MEG), onde as linhas séo perfis de expressao dos
genes e as colunas, os experimentos (FILKOV, 2005). Sendo M EG a matriz, o perfil
de expressao génica é dado pelas linhas M EG; e o nivel de expressado génica é dado
por M EG,;, as colunas representam experimentos amostrados em tempos diferentes
ou individuos distintos. A [Tabela 2| apresenta um exemplo dessa matriz.
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Tabela 2 — Um recorte de uma Matriz de Expressao Génica.

Amostra, | Amostray | --+ | Amostra,,
Geney 0.54 -0.34 e 0.65
Geney -0.12 0.23 0.12
Gene, -0.43 0.05 e 0.45

De modo geral, uma MEG representa o estado de milhares de genes em apenas
algumas dezenas de experimentos, sofrendo da maldigao da dimensionalidade. Este
fato torna-se um problema sério para a aplicacdo de técnicas inteligentes com a in-
tencéo de inferir modelos a partir dos dados de treinamento. A falta de dados para
treinamento também causa um super ajuste (overfitting), onde o modelo aprendido
torna-se muito complexo e incapaz de generalizar corretamente quando novos dados
séo apresentados. Para gerar modelos confiaveis é recomendado possuir uma quanti-
dade de amostras (experimentos) exponencialmente superior a quantidade de variaveis
(genes), porém estes dados geralmente ndo estao disponiveis.

Devido ao fato de que um gene pode interferir na regulacdo de outros genes, a
andlise de conjuntos de genes é mais interessante do que sua analise individual. Pode-
se descobrir através das redes de genes que os produtos de um certo gene ativa outro
gene, indicando processos bioldgicos importantes.

2.3 REDE DE REGULACAO GENICA

Um sistema de regulagédo génica consiste de genes, proteinas exercendo funcao
de TFs, RNA e outros metabdlitos. A interacdo das moléculas reguladoras com as
regides promotoras do DNA controla o nivel de expressdo durante o processo de
transcricao (FILKOV, 2005). Sendo assim, o gene responsavel pela produgao destas
moléculas reguladoras é capaz de regular a expressao de outros genes. Tanto em
organismos simples como em complexos, existem evidéncias de que os genes que
produzem proteinas e que interagem entre si tendem a compartilhar expressdes génicas
e funcdes similares no sistema (SHARAN; ULITSKY; SHAMIR, 2007). Pode-se utilizar
uma GRN como abstracdo matematica e grafica para representar um conjunto de
genes e suas interacdes regulatérias. Esta representacdo das relagdes de interagéo €
conveniente pois pode fornecer uma ideia geral e melhorar o entendimento global e
local do sistema de regulacao. Existem diversos tipos de redes capazes de representar
informacdes biolégicas, como por exemplo redes de interacao proteina-proteina, redes
metabdlicas, vias de sinalizacdo celular, redes filogénicas e Redes de Regulacao
Génica (HACHE, 2009). Neste trabalho iremos focar nesta ultima: as GRNs.
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GRNs sao representacdes sucintas do conhecimentos sobre o sistema estudado.
Elas podem ser usadas para classificagdo dos genes baseada na sua localizagdo no
sistema, entender a influéncia de um gene em outros no processo de regulacéo e a
influéncia de genes nos fenétipos dos organismos. A [Figura 4/ mostra um recorte de um
sistema de regulagéo génica hipotético.

Gene 1 Gene 2 Gene 3
DNA - | - - =
l l l transcricéo
RNA
l l l tradugéo
Proteina

Figura 4 — Recorte de um sistema de regulacdo génica. Genes sao transcritos em RNA
que sao traduzidos em proteinas que nesse exemplo agem como fatores de
transcricdo de outros genes. O Genel atua na expressao do Gene2 e Gene3.
Adaptado de Hecker, Lambeck e Toepfer| (2009).

Formalmente, pode-se representar uma GRN através de um grafo direcionado
GRN = (V, A) onde os vértices V = {vy,---,v,} s@o genes, TFs ou mRNA e as
arestas A = {(v;,v;) : v;,v; € V} sdo sinais emitidos que representam interagbes
regulatérias (sintese de RNA, proteinas) pela expressao de um gene regulador v;
para um gene v; (HACHE, 2009). Uma interacdo regulatéria pode ser de ativagéo (1)
ou de inibigao (—1) ou neutra (0) (LOPES]| 2011). Na [Figura 5| séo apresentadas as
representacdes na forma de matriz, grafo e lista de adjacéncias para outro sistema.

1 2 3 4 /(@
170 0 0 0 Regulador | Alvo | Regulagéo
210 0 0 0 1 3 1
3|1 -1 0 0 1 4 1
41 0 1 0 2 3 -1
(4) 3 4 1

(a) (b) (c)
Figura 5 — Representagdes de uma GRN, (a) matriz de adjacéncia, (b) grafo e (c) lista
de adjacéncia. Adaptado de |[Hache (2009, p. 11).

A representacdo na forma de lista de adjacéncia € especialmente conveniente
para 0s experimentos que serado realizados neste trabalho. Enquanto a matriz € mais
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conveniente para realizar uma exploracdo matematica, a lista de adjacéncia permite
representar a rede de regulacao de forma mais compacta.

As GRNs possuem uma topologia esparsa. Esta caracteristica deriva de observa-
cOes experimentais nas quais descobriu-se que 0s genes observados sao regulados por
uma quantidade constante e pequena de outros genes (FILKOV, 2005). O conhecimento
desta caracteristica € importante pois pode-se utiliza-la para elaborar abordagens de
reducao do espaco de busca nos métodos de inferéncia de GRNs.

A conectividade dos genes em uma GRN segue uma distribuicao de lei de poténcia
(Figura 6), caracterizando uma rede livre de escala, muito comum em redes biolégicas
(JEONG et al., ). Esta distribuicdo é dada por P(k) = k=Y, onde k é o grau médio
de cada vertice do grafo, e ) é a constante que determina a probabilidade de P(k),
ou seja, P(k) diminui se k aumenta. Estas redes se caracterizam por conter muitos
vértices pouco conectados e poucos com muitas conexdes formando pontos centrais
(hubs) na rede (Figura 7), representando genes que sofrem muita regulagdo de outros
genes (FILKOV, 2005; MENDOZA,| 2014, p. 45).

Distribuicbes de Lei de Poténcia

100

75 4

50 — Nos altamente
conectados

25 -

Figura 6 — Redes livres de escala s&o caracterizadas por uma distribuicao de lei de
poténcia, P(k) = k=Y, onde k é o grau médio de cada vértice do grafo, e
P(k) a probabilidade.

A representacao grafica das GRNs é uma simplificacao das redes de regulacao reais.
Proteinas e RNAs sao abstraidos e todas as interac6es sao mapeadas para 0s seus
genes codificantes. Apesar desta simplificacdo, as GRNs sdo uma ferramenta valiosa
para entender a relagcdo entre os genes nas células e como eles respondem a estimulos
internos e externos. GRNs podem ser Uteis para: identificar médulos funcionais nos
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Figura 7 — Uma rede livre de escala e seus hubs (vértices cinzas e com maior grau que
0s outros).

organismos; identificacao das respostas da rede a perturbacdes externas através de
experimentos computacionais (in si/ic; investigacdo dos mecanismos de doengas
complexas; identificacdo de genes alvos para o desenvolvimento de novas drogas e
tratamentos; desenvolvimento de novos paradigmas na medicina como tratamentos
personalizados (MENDOZA, [2014).

Apesar de modelos de GRNs de organismos simples como, por exemplo, a levedura
estarem disponiveis, ainda se conhece muito pouco sobre os sistemas das GRNs.
Como a quantidade de dados gerada pelas tecnologias de andlise em larga escala é
muito grande, é dificil gerar informagdes a partir de uma analise sequencial do DNA.
Técnicas computacionais sofisticadas sédo capazes de extrair informagdes Uteis desses
dados, como por exemplo, as relagdes de regulagao entre os genes.

Modelar GRNs e realizar a sua inferéncia’ ainda é um problema em aberto e
desafiador. Para realizar a reconstrucdo da rede € necessario saber, para cada gene,
quais os genes que o afetam e como o afetam (SOINOV; KRESTYANINOVA; BRAZMA,
2003).

A inferéncia de GRNs nao € uma tarefa computacional facil. Geralmente o nimero
de amostras temporais € muito pequeno e o numero de variaveis (genes) analisadas

2 In silico é uma expressao utilizada para indicar experimentos realizados através de simulagbes

computacionais, derivada das expressoes in vivo e in vitro, muito utilizadas na biologia.

3 Neste trabalho adotamos a palavra inferéncia para se referir & construgéo de redes a partir dos dados
de expressao génica. Em outros trabalhos pode-se encontrar também o uso dos termos reconstrucédo
e engenharia reversa.
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€ muito grande, dando uma caracteristica complexa aos dados. Este problema é
conhecido como problema da dimensionalidade, onde o numero de medidas € muito
menor que o numero de variaveis (HECKER; LAMBECK; TOEPFER;, 2009).

O problema da dimensionalidade faz com que a estimativa dos parametros dos
métodos de inferéncia se torne incerta, podendo-se obter diversas solugbes possiveis
de estruturas de redes. A solugdo tradicional para se diminuir a complexidade dos
métodos é aplicar restricoes aos seus parametros. A busca pelos parametros que
melhor descrevem o modelo é computacionalmente intratavel mesmo para os modelos
mais simples. Heuristicas devem ser aplicadas, mas mesmo assim, geralmente o
desempenho dos algoritmos é sub-6timo (HECKER; LAMBECK; TOEPFER| 2009).

Apesar de estarem disponiveis muitos perfis de expressao génica, a quantidade de
medi¢cdes nado é suficiente para se ter a visdo completa do sistema de regulagéo génica
(LOPES, 2011). Os dados experimentais possuem caracteristica estocastica pois as
medicoes estao sujeitas a ruidos inseridos pela tecnologia de leitura e pelo ambiente
onde os experimentos foram realizados. Ainda pode ser possivel que 0s experimentos
tenham sido mal realizados, fornecendo dados pouco informativos (HECKER; LAM-
BECK; TOEPFER, 2009). Seria necessario medir o nivel de expressao de um gene
muitas vezes sob as mesmas condi¢cOes experimentais para se conseguir resultados
realmente confiaveis, porém geralmente os experimentos possuem poucas amostras
para muito genes (SOMEREN et al., [2002). Isso deve-se ao alto custo do processo, do
tempo necessario e das dificuldades experimentais envolvidas.

No séo apresentados os principais modelos matematicos de GRNs e
alguns métodos de inferéncia que os utilizam e que serdo utilizados nos experimentos
deste trabalho.
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3 INFERENCIA DE REDES DE REGULACAO GENICA

Este capitulo apresenta uma revisdo dos principais modelos matematicos de Redes
de Regulacdo Génica e os métodos de inferéncia mais importantes presentes na
literatura. Como a inferéncia de GRNs é ainda um problema em aberto, pode-se
encontrar na literatura diversos métodos que abordam este problema. Aqui o interesse
€ nos modelos matematicos fundamentais e nos métodos utilizados na inferéncia destes
modelos.

A inferéncia de GRNs é ponto fundamental para entender os processos celulares
através de modelos de interacao dos genes. Pode-se utilizar métodos computacionais
para realizar a inferéncia a partir de dados de expressao génica. A escolha do modelo
adequado para a inferéncia depende de diversos fatores como: quantidade de dados,
dimensionalidade, ruido e se os dados sao séries temporais. Uma discussao sobre
esses fatores € apresentada na [secdo 3.6 Os métodos mais comuns atualmente
utilizam dados de mRNA, porém quanto mais dados vao se tornando disponiveis,
outros tipos de fontes de dados podem ser incorporados para melhorar a qualidade de
inferéncia dos métodos.

Nos ultimos anos inumeros métodos foram desenvolvidos e aplicados na inferéncia
da estrutura e regras de dindmica de GRNs a partir de diferentes fontes de dados como
por exemplo dados de expressdo génica. Neste capitulo apresentamos uma visao
geral dos principais trabalhos desenvolvidos na area e realizamos uma avaliagao de
seus pontos fortes e fracos. Os modelos apresentados neste capitulo foram escolhidos
com base na sua relevancia na literatura, resultados promissores e também com
base na disponibilidade de bibliotecas de software de facil uso. Entre os modelos
matematicos mais comuns pode-se citar: Redes Booleanas, Redes Bayesianas, Redes
de Correlagao, Redes de Relevancia e Modelo Grafico Gaussiano, revisados nas
secoOes subsequentes.

3.1 REDES BOOLEANAS

Redes Booleanas é um dos modelos computacionais mais simples, sendo utilizado
para a modelagem de GRNs pela primeira vez por Stuard Kauffman (KAUFFMAN, 1971).
Este modelo fornece uma visdo dindmica e discreta de GRNs e se baseia no principio
de que os genes podem ser abstraidos como chaves binarias assumindo os estados
ligado (1) ou desligado (0). As relagdes entre os genes sao formuladas como funcdes
l6gicas para representar aspectos da regulacao génica através de séries temporais
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(LIANG; FUHRMAN; SOMOGY],|1998). Por trabalhar com dados discretos, este modelo
precisa passar por uma fase de pré-processamento dos dados de expressao génica
antes de ser aplicado (HECKER; LAMBECK; TOEPFER, 2009).

Apesar de reduzir a regulagcédo génica em estados binarios, este modelo € capaz
de representar caracteristicas fundamentais da regulacéo génica, fornecendo uma
visdo simples e de facil compreensao de como um determinado sistema de regulagcéao
funciona ao invés de focar em detalhes quantitativos complexos. Este modelo vem
sendo aplicado em experimentos para descrever relagbes regulatérias reais, como por
exemplo a rede da Drosophila, bem como descrever fenétipos de organismos (XIAQO,
2009).

A inferéncia em métodos que utilizam este modelo consiste em buscar a funcéo
que representa cada gene na rede tal que os dados de expressao génica sdo correta-
mente representados pelo modelo. A partir da tabela de transi¢cao de estado pode-se
determinar uma funcéo booleana para cada gene que descreve a sua expressao a
partir da relagcdo com os outros genes. Colocando-se uma conexao entre cada gene de
entrada e de saida da regra, a estrutura da rede pode ser determinada, representando
a interacao entre todos os genes.

Devido a pouca quantidade de dados de expressao génica geralmente disponiveis,
o uso de Redes Booleanas se faz interessante pois, como modelo discreto, precisa
de menos dados para se realizar a inferéncia de GRNs fornecendo uma abordagem
simples e de facil interpretacao. Porém, este modelo sofre com o crescimento expo-
nencial de estados booleanos. Também é incapaz de lidar com dados incompletos
ou inconsistentes, que sao muito comuns (HECKER; LAMBECK; TOEPFER, 2009;
LAHDESMAKI; SHMULEVICH; YLI-HARJA, 2003).

3.2 REDES BAYESIANAS

Rede Bayesiana (RB) € um modelo de rede probabilistico e estocastico definido
por um grafo direcionado aciclico (GDA). Métodos (FRIEDMAN et al., 2000; YU et al.,
2004}, VIGNES et al., |2011) baseados neste modelo sdo capazes de modelar diversas
caracteristicas dos processos de regulagdo génica como: aleatoriedade, ruido, relacoes
de causalidade e dependéncia entre os genes. Os valores de expressdo de um gene
sao descritos por variaveis aleatérias seguindo distribuicdes de probabilidade (YU et
al., 2004). Uma deficiéncia deste modelo é ndo poder representar redes ciclicas.

Para se realizar a inferéncia da estrutura de uma RB, primeiramente define-se
um GDA como candidato. Essa estimativa pode ser uma rede vazia, uma rede com-
pleta, uma rede aleatéria ou um modelo construido com conhecimento obtido a priori.
Determina-se entdo os parametros do modelo: dado o grafo e os dados de treinamento,
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encontra-se as melhores probabilidades condicionais para cada né. Uma funcao de
pontuacéo é aplicada para cada GDA candidato, quanto melhor o modelo aprendido
representar os dados de treinamento, maior a sua pontuacdo. O modelo com maior
pontuacao é selecionado.

Testar todas as combinacdes de interacdo nao é eficiente pois o numero de GDAs
possiveis aumenta de forma super-exponencial dependendo do numero de genes
analisados. Algoritmos de busca sao utilizados para explorar o espaco de solucdes
possiveis. Pode-se usar algoritmos de busca local, nos quais a vizinhanga sera pela
remocgao de arestas, adicdo de arestas ou inversdo do sentido da aresta. Pode-se
também reduzir essa complexidade para polinomial caso o numero de nés pais seja
limitado. Alguns algoritmos de busca exploram as propriedades hierarquicas dos grafos
para diminuir o espacgo de busca; porém o espaco de busca ainda continuara sendo
pelo menos exponencial. Uma solugao para o problema é restringir o espago de busca
utilizando-se informagéao biolégica adicional (HECKER; LAMBECK; TOEPFER, 2009).

3.3 MODELO GRAFICO GAUSSIANO

O Modelo Grafico Gaussiano (GGM do inglés Gaussian Graphical Model) se baseia
em uma abordagem estatistica, onde um grafo probabilistico representa a interacao
entre 0s genes através de arestas nao direcionadas. Este modelo é parecido com
as Redes Bayesianas, representando cada gene com relacées de independéncia
condicional, porém nao é capaz de inferir relagdes de causalidade. GGMs descrevem a
GRN usando um grafico probabilistico ndo direcionado que permite distinguir interagées
diretas de interacdes indiretas, provendo relagdes de independéncia condicional entre
cada par de genes (HACHE; LEHRACH; HERWIG), 2009).

O método GeneNet (SCHAFER; STRIMMER, 2005) implementa um algoritmo de
aprendizagem especifico que permite estimar GGMs a partir de dados contendo poucas
amostras e muitas variaveis. Ele assume que os dados tém uma distribuicdo normal
multivariada. A matriz de correlagéo parcial, r;; esté relacionada com o inverso da matriz
de covariancia C. Sendo assim, inverte-se a matriz de covarianciae as correlacoes
parciais podem ser determinados como:

-1
X G (3.1)

No ultimo passo um teste de significancia estatistica para cada correlagéao parcial que
nao seja igual a zero.
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3.4 REDES DE CORRELACAO

Métodos baseados em correlagao (CARTER et al., 2004; ZHANG; HORVATH, [2005|;
LANGFELDER; HORVATH, 2008; LIU, 2015) fornecem uma abordagem simples e
intuitiva para a construgcéo de redes. Uma conexao entre dois nés da rede indica
que a correlacao nos niveis de expressao dos dois genes representa uma interacao
regulatéria. Redes de correlacdo sao representadas por um grafo ndo direcionado
onde os vértices contém pesos que representam o coeficiente de correlacdo dentro do
intervalo [—1, 1]. Um coeficiente positivo indica uma relagéo de ativacdo e o coeficiente
negativo, uma relagéo de inibicdo (WANG; HAIYANHUANG, 2014).

A simplicidade e o baixo custo computacional sdo as principais vantagens desses
métodos. Como requerem baixa quantidade de amostras, sao ideais para a inferéncia
de grandes redes. Como desvantagem, geram modelos estaticos, ndo levam em conta
o fato de multiplos genes poderem participar no processo de regulagdo e ndo modelam
relacées de causalidade.

3.4.1 WGCNA

O método WGCNA (Weighted Gene Co-Expression Network Analysis) (ZHANG;
HORVATH, 2005) € um método baseado em correlacdo que faz uso de uma abordagem
estatistica onde uma GRN é representada por uma matriz de adjacéncia A = [a;;] que
codifica a conexao entre os pares de genes i e j. Uma funcao de adjacéncia é utilizada
para se obter a medida de correlacdo que indica a conexao entre os nés. Dependendo
da funcao de limiar aplicada, a conexao é representada de forma binaria, 0, 1, ou com
pesos definidos no intervalo [0, 1]. O método implementa tanto redes com pesos como
rede sem pesos associados as arestas.

A Figura[8|apresenta o framework utilizado pelo método WGCNA (ZHANG; HOR/
VATH, 2005) e seus passos sdo descritos a seguir.

A correlacao de Pearson mede o grau da correlacédo entre dois genes assumindo
apenas valores entre -1 e 1. Se igual a 1, significa que ha uma correlagao forte entre
dois genes analisados. Se aumenta a expressdo de um gene também aumenta do outro.
Se -1, significa que ha uma correlagao inversa, ou seja, enquanto uma das variaveis
aumenta a outra diminui. E se for 0, significa que ndo ha correlacao entre os genes
(KADARMIDEEN; WATSON-HAIGH, 2012). A correlagéo de Pearson é definida por:

1 &z — 7 2y — T5)
A(Gi, Gy) = cor(Gi, Gy) = 7 S (F)(F—), (3:2)
=1 ¢ J
onde z; e z; representam as médias dos niveis de expressdo dos vetores dos genes
amostrados G; e G, e o; e 0;, 0 desvio padrdo; A(G;,G;) € a matriz de adjacéncia
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| Amostra, | Amostray | -+ | Amostran, Gene1 | Gene: Genen
Gene, 0.54 -0.34 cee 0.65 Gener _ 0.64 0.108
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. : . o . Genez | 0,64 - 0,774
Gene, -0.43 0.05 cee 0.45 ..
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S(Gi,Gj)
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Genez| 0,2 - .. | 012 | @/2 1 /@ L
Genen | 0,67 | 0,12 - :

A(G,,G;) = cor(G, G;) GRN

Figura 8 — Framework utilizado pelo método WGCNA.

resultante pela aplicagéo da correlacao de Pearson nos vetores G; = (x;1, i2, ..., TiT)
e G; = (z1,%j2,...,x;7)) que descrevem os respectivos valores das intensidades de
expressao das amostras 7' dos genes.

E importante observar que, quando uma medida de distancia é utilizada para o
calculo das similaridades entre os genes, tem-se na verdade o oposto da similaridade
(dissimilaridade), pois quanto maior o indice calculado (maior distancia), menor o grau
de correlagéo entre os genes envolvidos no calculo, e quanto menor a distancia, maior
a similaridade. Desse modo, para obter a similaridade por meio de medidas de distancia
€ necessario calcular o seu complemento:

S(Gi, Gj) = 1 - |A(Gy, Gy, (3.3)

onde S(G;, G;) representa a similaridade entre os vetores G; e GG; aplicada para cada
par de genes. O WGCNA enfatiza valores altos de correlagao, suavizando o limiar
através da constante 5 e do modulo aplicado na matriz de adjacéncia, isso garante a
obtencao de distancias positivas entre os pares de genes (METZ, 2006).

3.5 REDES DE RELEVANCIA

Métodos baseados em Redes de Relevancia (BUTTE; KOHANE, 2000) utilizam
uma abordagem estatica para identificar a similaridade ou dissimilaridade entre os
genes através dos seus perfis de expressao génica. Esses métodos ndo utilizam um
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modelo de regulacdo génica especifico e suas redes sdo representadas por grafos
nao-direcionados (HECKER; LAMBECK; TOEPFER, 2009).

As medidas de expressao génica em diferentes intervalos de tempo sao conside-
radas independentes, ignorando sua dependéncia temporal nos perfis de expressao
génica. Estes métodos sao parecidos com os métodos baseados em correlacéo, porém
fazem uso de Informacao Mutua para descobrir a interagao entre os genes. Um limiar é
aplicado para determinar apenas as interagées mais relevantes entre os genes. Sua
vantagem sobre os métodos baseados em correlacédo esta em identificar relacées ndo
lineares entre as variaveis. Sua desvantagem esta em nao deixar claras as relacdes de
ativacao e inibicéo, pois gera redes com conexdes sem direcado (MADHAMSHETTIWAR
et al., |2012). Além disso, assume-se uma relagcao de independéncia estatistica de
cada amostra de dados, ou seja, em uma série temporal os dados em cada passo
sdo tratados como independentes, ignorando a dependéncia temporal entre 0s passos
(HACHE; LEHRACH; HERWIG] [2009).

Inicialmente a correlacdo é calculada para um par de genes (G}, G;) utilizando-se
seus vetores de medidas das diversas amostras ou experimentos. Varias medidas de
correlacao existem como, por exemplo, a Informacao Mutua:

1(G;,G;) = H(G;) + H(G,) — H(G:, G;), (3.4)

onde H é a entropia de Shannon de uma variavel aleatéria definida por:

H(G;) ==Y P(G;=z)logP(G; = 2) (3.5)

z2€Z
onde Z é o conjunto de todos os valores possiveis de G; e log € o logaritmo na base 2.

Enquanto a correlagdo de Pearson indica uma relagéo linear entre os
genes, a Informacao Mutua é capaz de detectar relagcdes nao lineares. Assume-se que
um valor de correlagdo nédo zero para todas as medigdes indica uma relagao biolégica
entre os genes correspondentes. Porém, a correlagdo nao captura o efeito combinado
de diversas regulacées (HACHE; LEHRACH; HERWIG, 2009).

A medida de correlacao calculada para todos os pares de genes geralmente néao
€ zero devido ao ruido que existe entre as conexdes dos genes na GRN. Mesmo
removendo-se as conexdes irrelevantes entre os genes, ainda assim restariam muitas
conexdes. Um valor de correlacédo acima de zero entre dois genes pode ser considerado
como uma interagao direta ou indireta, e até mesmo regulacéo de fatores de transcricao
em comum. Dessa forma, interacdes diretas e indiretas devem ser identificadas pelo
método, e em um segundo estagio tenta-se remover as conexdes que representam
relacoes indiretas (HACHE; LEHRACH; HERWIG), 2009).
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3.5.1 CLR

O método CLR (Context Likelihood of Relatedness) (FAITH et al., 2007) calcula a
informagao mutua (IM) para cada par de genes e deriva uma pontuagao relacionada
com a distribuicdo empirica dos valores de IM. Em vez de considerar a IM I(X;, X)
entre os genes X; e X;, 0 método considera o score z;; = ,/z} + 23, onde z; é definida
como

2; = max (0, (X, X;) — m) , (3.6)

o)
onde u; € o; sS40 a média e o desvio padrao da distribuicdo empirica dos valores de

IMI(X;, Xx),k =1,...,n. O método CLR foi usado por (MEYER et al., 2007) para na
inferéncia da GRN do organismo Escherichia coli.

3.5.2 MRNET

MRNET é um método para que realiza uma série de selecdes de caracteristicas
utilizando o método Relevancia Maxima/Redundancia Minima (MRMR) (MEYER et al.,
2007), em que cada gene X; desempenha o papel de saida esperada Y. O método
classifica os variaveis de entrada definindo V' de acordo com a pontuagéo s; = u; — ;.
O termo de relevancia u; = I(X;;Y) é a informagdo mdtua de X; com a variavel alvo Y
e o termo redundéncia

=g X 106X (3.7)

XpeS

mede a redundancia média de X, para cada variavel ja selecionada X, € S. O processo
de selecéo é repetido para cada gene alvo, atribuindo Y = X; e V = X\ X; onde X éo
nivel de expressao de todos os genes. Em seguida, ele calcula e seleciona a pontuacéo
maxima XM

XJMRMR _

=arg Xﬁ.ré?{s(sj) (3.8)

para cada par de genes (X;, X;). Uma rede pode ser gerada removendo todas as
arestas com pontuacao menor que um dado limiar (MEYER et al., 2007).

3.6 DISCUSSAO

A literatura sobre o tema é vasta, apresentando uma grande variedade de métodos
de inferéncia e métricas de avaliacdo. Apesar dos modelos de arquitetura basearem-se
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em diferentes abordagens matematicas, o resultado final de todos os métodos pode
ser interpretado como uma rede de interacao de genes.

A[Figura 9 apresenta quatro niveis de informagdo que podem ser extraidas de uma
tabela de expressao génica através da inferéncia de redes. A partir dos dados de
expresséo génica, a inferéncia na[Figura 9| (a) determina quando existe uma relagéo
de regulacao entre G1 e G2. Quando se identifica uma regulacao do TF de G1 para
G2, o nivel de informagao descrito na inferéncia da [Figura 9| (b) determina a diregao
da aresta e a relagéo de causalidade na rede de regulagao. A inferéncia da[Figura 9]
(c) representa os casos em que € possivel inferir se um TF de G1 é capaz de ativar
ou inibir G2. Quando é possivel identificar a forma de regulagédo entre dois genes, a
representagéo da [Figura 9| (d) é utilizada para mostrar o peso regulatério entre G1 e G2.
A inferéncia na[Figura 9| (a) mostra apenas a reconstrugdo das interagdes regulatérias,
enquanto os demais niveis fornecem mais detalhes como quais genes sao reguladores
e quais séo alvos, ativagao e inibigdo e a forca de regulagédo entre eles (LIU, [2015).

o0 00

a) Nivel 1: Relagbes de

(b) Nivel 2: Quem Regula

Regulagéo
‘ ‘ =
-0.63
(c) Nivel 3: Ativacéo ou (d) Nivel 4: Peso de
Inibicdo Regulagéo

Figura 9 — Os quatro niveis de informagéo dos parametros regulatérios que podem ser
determinados por técnicas de inferéncia de rede. Os métodos tratam da
questao regulatéria em um dos niveis ou de niveis combinados. Adaptado

de (LIU, 2015).

A[Tabela 3|apresenta uma comparacao das propriedades dos modelos de inferéncia
descritos nas sec¢oes anteriores. A escolha de um método de inferéncia deve basear-se
nos tipos de dados disponiveis. Quando a quantidade de genes a serem analisados é
pequena, Redes Bayesianas e Redes Booleanas sdao modelos mais adequados por
modelarem relagdes de causalidade entre os genes e outras caracteristicas de redes
bioldgicas. Quando a quantidade de dados for muito grande, métodos baseados em
Correlacao, Redes de Relevancia e Modelo Grafico Gaussiano sdo mais adequados
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por serem computacionalmente mais eficientes.

Tabela 3 — Comparacao das propriedades dos modelos apresentados. Sao classifi-
cados como Estaticos (E) ou Dinamicos (D), Estocasticos (E) ou Determi-
nisticos (D), Discretos (D) ou Continuos (C) e de acordo com o nivel de
informacgéao contida no modelo (Niveis apresentados na

Estatico/ Estocastico/ | Discreto/ , -
Modelo Dinamico | Deterministico | Continuo Nivel de Informagao

Redes D D D Nivel 3
Booleanas

Redes E/D E D/C Nivel 3
Bayesianas

Redes de E D C Nivel 1
Correlagao

Redes de E D C Nivel 1
Relevancia

GGM E E C Nivel 1

Modelos estéaticos sao utilizados para o estudo da regulacédo génica quando se tém
disponiveis dados de expressao estacionarios coletados de diferentes fontes, enquanto
modelos dindmicos geralmente focam em elucidar os mecanismos de regulacéo atra-
vés da modelagem de séries temporais, dada uma determinada condi¢do. Dados de
expressao génica baseados em séries temporais sdo capazes de fornecer uma visao
mais completa da dinamica do sistema de regulagao, porém dados estacionarios estao
disponiveis em maior quantidade e também s&o mais faceis de coletar a partir de uma
variedade de condicdes experimentais.

Os modelos estocasticos sao capazes de representar melhor os sistemas de re-
gulagéo pois conseguem lidar melhor com a incerteza presente no sistema devido a
introducéo de ruido nos dados de expressao génica, enquanto os modelos deterministi-
cos tratam o ruido como se fosse a expressao de um gene, devendo-se passar por uma
fase de pds-processamento para eliminar as conexdes da rede que foram adicionadas
devido ao ruido.

Os modelos discretos consideram que cada gene possui um numero finito de
estados possiveis, enquanto os modelos continuos consideram que 0s genes possuem
valores reais de expressao.

O grafo gerado por cada modelo pode ser definido como direcionado ou nao-
direcionado. Enquanto os grafos direcionados sdo capazes de representar as relagoes
de causalidade entre 0s genes, ou seja, qual gene é responsavel pela expressao ou
inibicdo de outro gene, os grafos ndo direcionados ndo sao capazes de capturar esta
caracteristica.
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E necessario ressaltar que deve-se definir de forma clara o problema para que se
possa escolher o melhor método a ser aplicado. Nem todos os modelos funcionam
perfeitamente para qualquer situacédo. Por exemplo, se o interesse nao ¢é identificar a
concentracao de diferentes elementos nas redes, mas apenas identificar padrbes de
comportamento do sistema no estado estacionario, pode-se utilizar Redes Booleanas
que fornecem uma abordagem mais simplificada para o problema. O principio ldgico da
Navalha de Occam (NEEDHAM et al., 2007) é aplicado aqui, ou seja, a explicacao de
qualquer fenbmeno deve seguir apenas as premissas necessarias para sua explicacao,
eliminando quaisquer outras que ndao causem diferengas nas predi¢coes de hipoteses.

Cada método de inferéncia requer uma quantidade diferente de dados. Os dados
disponiveis de expressdo génica estdo na forma de séries temporais ou séo estaciona-
rios. Séries temporais possuem a vantagem de serem capazes de identificar relacoes
de causalidade (D’'HAESELEER; LIANG; SOMOGYI, 2000). A [Tabela 4] apresenta a
quantidade de dados necessarios para se inferir uma rede contendo N genes, depen-
dendo do modelo de inferéncia escolhido. Maiores detalhes sobre os dados necessérios
para cada modelo podem ser encontrados em (D'HAESELEER; LIANG; SOMOGY],
2000).

Tabela 4 — Dados necessarios para diferentes métodos de inferéncia de GRNSs, para
redes contendo N genes e conectividade K. Adaptado de Alakwaal (2014).

Modelo Dados Necessarios
Booleano totalmente conectado | 2N

Booleano com conectividade K | 2 (K + log(N))
Continuo totalmente conectado | N +1

Continuo com conectividade K | Klog(N/K)
Correlagéo log(N)

Ainda existem problemas a serem explorados nessa area de estudo. A falta de
dados de expressdo génica restringe o uso dos métodos de inferéncia, podendo-se
questionar a qualidade das GRNs inferidas. Enfrenta-se também a complexidade
na inferéncia devido a alta dimensionalidade de dados, fazendo com que o nimero
de parametros dos modelos cresga exponencialmente, dificultando o processo de
inferéncia devido a limitagdes computacionais e estatisticas (CHAI et al., 2014). Ainda,
para que os métodos de inferéncia possam melhor ajustar os modelos, diversos dados
de expressao com sua respectiva rede correta deveriam estar disponiveis.
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4 METODOLOGIA DE AVALIAGAO DE DESEMPENHO

Este Capitulo apresenta o arcabougo metodoldgico utilizado nesta pesquisa e uma
revisdo das principais métricas utilizadas na avaliagdo da qualidade de redes inferidas
e uma discusséo sobre elas.

Apesar da grande quantidade de métodos desenvolvidos para a inferéncia de GRNSs,
ainda se entende pouco sobre suas qualidades, fraquezas e desempenho. Isso deve-se
principalmente a dificuldade de se avaliar os métodos, pois raramente é possivel validar
sistematicamente a inferéncia de interagdes a partir de dados reais in vivo. A[Figura 10]
apresenta um diagrama mostrando a dificuldade em se validar as redes geradas a
partir de dados de expressao génica reais, pois a estrutura da rede nao é previamente
conhecida.

Conjunto de
Dados

Método de
Inferéncia

A

T Experimentos

(] N&o é possivel
realizar a validacao
QDO il >
? ;
o—0 \

Rede Biologica Rede Inferida
Valigcéao

Figura 10 — Geralmente ndo se conhece a estrutura da rede de um sistema regulatério
real, impedindo a avaliacdo dos métodos aplicados para sua inferéncia.
Adaptado de |Marbach et al.| (2009).

Uma abordagem para se analisar e buscar o entendimento das GRNs é utilizar
dados simulados (in silico) através de uma metodologia chamada de biologia sintética,
comparando-se os modelos inferidos a partir dos dados simulados. A metodologia de
analise computacional dos métodos de inferéncia de GRNs realizada neste trabalho
segue a proposta apresentada no diagrama da [Figura 11] A avaliagéo sistematica e
validacdo dos métodos de inferéncia de GRNs torna-se mais facil e confiavel utilizando-
se dados simulados, uma vez que neles tem-se uma medida de referéncia correta,
denominada Padrao Ouro, para a avaliagdo das GRNs geradas.

A necessidade de se utilizar dados simulados deve-se ao fato de todos os aspectos
da rede e dos experimentos estarem sob controle, permitindo a caracterizagao dos
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MEG
Exp1 Exp2 Exp...
G1 0.134 0.25 0.8 -
Gerar dados G2 0 054 | 078 Método de
in silico G3 | 054 | 066 | 095 Inferéncia
G4 0.67 0.53 0.9
T G5 0.45 0.32 0.76 l
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” + Validagao ol \;
R qu— | — @1\ g
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Figura 11 — Diagrama descrevendo as fases da analise computacional e avaliagdo de
métodos de inferéncia de GRNs. Dado um Padrao Ouro, dados de expres-
sdo génica sao gerados, 0os quais sao utilizados por diferentes métodos
de inferéncia, gerando GRNs, os quais sdo comparados e avaliados com
relacdo ao Padrao Ouro.

métodos de inferéncia de acordo com o tipo de dados, niveis de ruido e desempenho
de inferéncia. Esta metodologia permite investigar o efeito do tamanho dos dados
e variaveis ocultas na inferéncia de GRNs (MARBACH et al., 2009). Gerar dados
simulados para validagdo de métodos de inferéncia ja foi explorado por diversos autores
(HACHE; LEHRACH; HERWIG/, 2009, HECKER; LAMBECK; TOEPFER, 2009; LOPES;
JR; COSTA| [2011; MARBACH et al.,[2012; MENDOZA| 2014).

41 METRICAS DE AVALIACAO

As métricas de avaliagdo indicam o quanto a GRN inferida é similar ao Padrao Ouro
fornecido. Pode-se identificar na rede inferida os genes que corretamente regulam
outros genes identificando o numero de vértices presentes no Padrao Ouro e também
presentes na rede inferida. Esta avaliagao é realizada utilizando-se a lista de adjacéncia
apresentada na Figura[5c) do Capitulo[2|

A lista de adjacéncia do Padrao Ouro, que € fornecida, possui um totalde P = R+ N
interacdes regulatérias, sendo R a classe das interacbes que possuem aresta entre o
gene regulador e o gene alvo, ou seja valores 1 (ativagéo) ou —1 (inibigcdo) na lista de
adjacéncia. E N, a classe das interagdes que nao possuem arestas entre os genes, ou
seja, valor 0 na lista de adjacéncia. A inferéncia da rede é dada pela lista de interacoes
PI = RI + NI, ordenada de forma que os elementos no topo sejam aqueles com
maior grau de confianca na inferéncia, onde RI é a classe das interagdes regulatorias
entre o gene regulador e gene alvo e NI a classe dos genes reguladores e alvos sem
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interacao.

Pode-se entdo comparar os elementos de P e PI para se descobrir quais inte-
racoes foram corretamente inferidas: interacdes regulatérias de ativacédo ou inibicdo
corretamente inferidas (7'P) e incorretamente inferidas (F'P); interacdes regulatérias
corretamente nédo inferidas (T'N), ou seja, quando existe auséncia de interagao (valor
0) no Padrao Ouro e na rede inferida, e, as interagdes incorretamente nao inferidas
(F'N), ou seja, quando existe uma interagao regulatéria no Padrao Ouro (1 ou —1) que
estd ausente na rede inferida (0). Estes valores podem ser facilmente identificados
através de uma Matriz de Confusao (Tabela 5), frequentemente utilizada para avaliar
classificadores binarios. Nessa Tabela, 1 indica a presenca de uma interacao regulatéria
de ativacao ou inibicdo e 0 a auséncia de interacao.

Tabela 5 — Matriz de Confuséo.

Rede Inferida

\ 1 0
- 1] TP FN
Padrao Ouro ol Fp ™

A |Figura 12| apresenta uma comparagdo de uma rede Padrdo Ouro com a GRN
inferida e a relacdo entre suas arestas, bem como a matriz de adjacéncia indicando as
interacdes regulatoérias entre os genes.

Padrao Ouro Rede Inferida

@

FN
/ ™

TP TP FP

-~

1 2 3 4 TP 1 2 3 4
10 0 0 0 10 0 0 0
20 0 0 0 200 0 0 o
@ 311 0 0 311 0 0
411 0 1 0 410 1 1 0

(a) (b)

Figura 12 — Comparacao entre o Padrao Ouro (a) e uma GRN inferida (b) e suas res-
pectivas matrizes de adjacéncia. Adaptado de Hecker, Lambeck e Toepfer
(2009).

Nesta Figura, P é representada pela rede da a) e PI pela rede da
gura 12(b). Na matriz de adjacéncia da b) PI,, sdo interagdes incorretamente
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inferidas (F'P), Pl3, Plss € Pl34 s@o interacoes corretamente inferidas (7°P), Pl é
uma interacao incorretamente nao inferida (F N). As demais interacdes representadas
na matriz, com valor 0, indicam interacdes regulatorias corretamente nao inferidas
(T'N).

Diversos autores utilizam estes numeros para gerar métricas para realizar a avalia-
¢ao de modelos de GRN (FRIEDMAN et al., 2000; HACHE; LEHRACH; HERWIG] 2009
MENDOZA; BAZZAN, |2012; LOPES, 2011}; LIU|, 2015). Algumas dessas métricas sao
apresentadas a sequir.

A taxa de verdadeiro positivo (TPR, do inglés True Positive Rate), também chamada
de Recall, representa a fracao de arestas do Padrdao Ouro corretamente inferidas na
GRN em relagdo ao numero de interagdes esperadas:

TP
Recall = TPR = TP EN (4.1)
A taxa de falso positivo (FPR, do inglés False Positive Rate) representa a fracao de
arestas que ndo estdo presentes no Padrdo Ouro mas foram incorretamente inferidas

na GRN:

FPR 7FP 4.2
~ FP+TN (4-2)
Precision representa a fracdo de arestas corretamente inferidas dentre o total de

interagdes inferidas:

o TP
Precision = TP TP (4.3)

Estas métricas sdo determinadas verificando-se o valor da conex&o entre os genes
gerados pelos métodos de inferéncia. Se 0 método de inferéncia indicar que o valor de
conexao entre dois genes é alto, entao assume-se que eles estao conectados.

A curva ROC (Receiver Operator Characteristic) é frequentemente utilizada para
avaliagcao de desempenho de classificadores binarios pois apresenta como a quantidade
de exemplos positivos corretamente classificados varia de acordo com a quantidade de
exemplos negativos incorretamente classificados. O espago da curva ROC é definido
por TPR no eixo y € FFPR no eixo x, onde cada resultado de inferéncia ou exemplo da
Matriz de Confuséo representa um ponto na curva. Esta curva ajuda a definir a relacao
de perda e ganho entre as interagdes corretamente inferidas e incorretamente inferidas.
A[Figura 13| apresenta quatro exemplos de curva ROC.

O melhor resultado de inferéncia possivel ira gerar um ponto no canto superior
esquerdo do grafico representando TPR de 100% e FPR de 0%. Uma inferéncia
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Figura 13 — Exemplos de curvas ROC. (a) Uma curva que indica uma boa inferéncia.
(b) Indica uma inferéncia razoavel. (c) Indica uma inferéncia ruim. (d) Indica
uma inferéncia aleatéria.

aleatéria ird gerar um ponto préximo a linha diagonal central. Pontos bem acima dessa
diagonal representam bons resultados de inferéncia.

Como medida numérica utiliza-se a area abaixo da curva ROC (AU ROC'). Uma
AUROC préxima de 0.5 corresponde a uma inferéncia aleatéria, AUROC < 0.7
corresponde a uma inferéncia ruim e AUROC > 0.8, uma boa inferéncia (HECKER;
LAMBECK; TOEPFER, [2009).

Porém, como indicado por (DAVIS; GOADRICH, 2006), a curva ROC nao é uma
boa métrica quando é necessério trabalhar com um conjunto de dados altamente
enviesados contendo uma distribuigcdo desigual de classes. GRNs contém muito mais
exemplos negativos, ou seja, onde n&o existe uma interacdo entre dois genes do
que exemplos positivos, onde existe interagao. Pode-se notar isto na[Figura 12/ onde
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existe uma predominancia de zeros. Uma GRN corretamente inferida resultaria em
TPR = 1, porém este numero nao representa corretamente a informacao biolégica
ja que existem muitos exemplos negativos (HECKER; LAMBECK; TOEPFER, |2009).
Neste caso, indica-se o uso da curva PR (Precision-Recall curve), capaz de fornecer
uma avaliacao de desempenho mais informativa quando o interesse é nas classes
positivas (HECKER; LAMBECK; TOEPFER, 2009; DAVIS; GOADRICH, 2006). No
espaco da curva PR apresenta-se o Recall no eixo = e Precision no eixo y, conforme
ilustra a[Figura 14| Este grafico é interessante pois mostra quantas interagdes corretas
0 método é capaz de reconhecer com determinada preciséo.

1.0

0.8

o
o
1

Precision
o
~

0.2

0.0 I I I
0.0 0.2 0.4 0.6 0.8 1.0

Recall

Figura 14 — Exemplo de Curva Precision-Recall. Neste exemplo percebe-se que o
método pode recuperar até 40% das interagdes corretamente sem sacrificar
a precisao, porém para recuperar 100% € necessario aceitar uma precisao
proxima de 45%

Pode-se extrair a area abaixo da curva PR (AU PR) como um valor numérico para
representar a qualidade de inferéncia. Quanto maior este valor, melhor a qualidade de
inferéncia.

Algoritmos que produzem uma boa AU ROC' nao necessariamente irdo produzir
uma boa AU PR. Apesar de um dos eixos da curva ROC e da curva PR serem iguais
(TPR = Recall) o0 outro eixo é diferente. Enquanto as curvas ROC utilizam F PR,
as curvas PR usam Precision. A métrica Precision € diretamente influenciada pelo
desequilibrio de classes caso exista uma grande quantidade de falso positivos (F'P),
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enquanto T'PR depende apenas de exemplos positivos.
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5 USANDO COMITES PARA MELHORAR A INFERENCIA DE REDES GENICAS

Neste Capitulo sdo apresentados os comités de especialistas e 0os experimentos
realizados. O conjunto de dados utilizado foi fornecidos pela competicio DREAMS
System Genetics (PINNA et al., 2011). O experimento conduzido consiste em remover
amostras dos conjuntos de dados para investigar o impacto do tamanho da amostra na
qualidade das redes inferidas. Para melhorar os resultados dos experimentos, foram
aplicadas técnicas de comités de especialistas populares para agregar as redes de
genes resultantes dos métodos de inferéncia.

O aprendizado baseado em comités de especialistas € o processo pelo qual diversos
modelos, sejam computacionais ou aplicados por especialistas, sdo gerados e com-
binados para resolver um determinado problema que envolva aprendizado. Sistemas
baseados em comités de especialistas podem ser utilizados para:

e Melhorar o desempenho, ou reduzir o espaco de busca de um determinado
problema;

e Auxiliar na escolha dos melhores classificadores para um determinado problema;

e Podem ser uteis quando se esta lidando com uma grande quantidade de dados
com disparidade de classes (POLIKAR, |2006).

Nos mais diversos campos de conhecimento algumas decisdes sado tomadas a
partir da opiniao de uma comunidade de especialistas, ao invés de depender apenas
da opinido de um unico individuo (POLIKAR, 2006). Em Inteligéncia Artificial (1A), a
abordagem de comités de especialistas € usada para combinar classificadores. Estudos
recentes tém mostrado que a utilizacdo de um conjunto de classificadores geralmente
produz resultados mais precisos do que levar em conta o resultado de um Unico
classificador (WHALEN; PANDEY, [2013; MARBACH et al., 2012; MACLIN; OPITZ,
2011} POLIKAR, [2006).

Recentemente, alguns estudos tém abordado o uso de comités de especialistas em
gendémica. Whalen e Pandey (2013) exploram o uso de comités de especialistas na
predicdo da funcao das proteinas e previsao de interacdo genética através da aplicacao
e combinacgao de alguns algoritmos de aprendizado de maquina. Eles demonstram que
as abordagens apresentadas oferecem melhorias estatisticamente significativas para a
inferéncia de GRNSs.

Métodos de inferéncia possuem vantagens e desvantagens dependendo do con-
texto, o que sugere que combinando os resultados de diferentes métodos pode-se
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melhorar a inferéncia das redes. Mesmo que um método apresente resultados individu-
ais melhores do que métodos combinados para uma determinada rede, deve-se notar
que o desempenho desse método geralmente ndo é generalizado para outras redes.
Dada a variacao bioldgica entre organismos, experimentos e tecnologias utilizadas para
gerar os dados, é dificil determinar com antecedéncia qual método vai gerar o melhor
resultado de inferéncia (MARBACH et al., 2012). E importante notar também que alguns
métodos propostos sado testados com dados gerados utilizando-se 0 mesmo modelo
matematico implementado no método, o que pode introduzir um viés tendencioso para
gue o método apresente os melhores resultados.

Marbach et al.| (2012) exploraram o conceito de Wisdom of Crowds aplicado ao
problema de inferéncia de GRNs, e sugerem que o conhecimento coletivo de uma
comunidade pode ser maior do que o conhecimento de qualquer individuo sozinho. Os
autores combinaram as redes inferidas das equipes participantes do desafio DREAM
para a construcdo de uma rede comunitaria, levando em conta o nivel de confianga
dado para cada interacdo e ordenando as interacoes pela média do nivel de confianca.
O estudo sugere que a combinacao de métodos de inferéncia pode ser uma boa
estratégia para melhorar a qualidade da reconstrucdo das GRNs, pois cada método
tem diferentes pontos fortes e fracos, como descrito no

Mendoza e Bazzan (2012) realizaram um estudo comparativo entre varias técnicas
de comités de especialistas e analisaram seus desempenhos aplicados em redes
booleanas probabilisticas geradas artificialmente. Os autores descobriram que o0s
resultados dos técnicas de comités foram mais precisos do que os individuais. Zhong e
colegas (ZHONG et al., 2014) também avaliaram o desempenho de diferentes métodos
de inferéncia estatisticos usando redes simuladas e dados de Escherichia coli. Os
autores propuseram o método ENA, mostrando que pode ser utilizado para integrar
GRNSs construidas por métodos diferentes, produzindo redes mais precisas.

A maioria dos estudos de inferéncia de GRNs parte de cenéarios irrealistas, com
grande quantidade de amostras de dados disponiveis, ou apenas um pequeno conjunto
de genes presentes nas redes. No entanto, apenas alguns organismos, tais como
Escherichia coli possuem grande numero de amostras disponiveis.

Outro problema é que alguns estudos assumem dados binarios como entrada
para os seus algoritmos de inferéncia. Embora isso possa ajudar na investigagao
do comportamento global das redes de genes (SHMULEVICH et al., 2002), e na
descoberta de novos modelos matematicos e métodos, conjuntos de dados binarios séo
propensos a perda de informagdes importantes devido a quantizacdo e ndo capturam
as perturbacgdes ruidosas dos perfis de expressao génica gerados pelas tecnologias de
sequenciamento.
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A Tabela [6] apresenta alguns trabalhos relacionados, os métodos de inferéncia
de redes aplicados, a fonte dos dados, numero de genes e amostras presentes nos
conjuntos de dados fornecidos e métricas utilizadas para avaliacao.

Tabela 6 — Resumo comparativo de trabalhos relacionados, seus métodos, fonte de
dados, numero de genes e amostras e métricas utilizadas.

T . # de genes .
Citacao Métodos Dados e amostras Métodos
Zhong | BN, GeneNet, SPACE, | Distribuigoes | /o po, 201 012 98NES | AyRoG
et al. (2014) WGCNA, ARACNe Levedura & 1000 amostras pAUROC
Mendoza & Bayesian, Boolean, 30 e 50 genes
Bazzan (2012) ARACNe AGN 100 amostras AUROG
Marbach, D. 30 métodos 1.643, 4.297, 5.667 e AUPR
etal. (2012) submetidos DREAMS 2677 genes AUROC
. 805, 536 e 160 amostras
Marbach, D. 29 métodos DREAM3 10, 50 e 100 genes ROC-curve
et al. (2010) submetidos 50 e 100 amostras PR-curve
. MRNET, CLR,
Madhamshettiwar WGCNA e DREAM3 100 genes 100 amostras AUROG
et al. (2012) outros métodos DREAM5 E. coli, S. cerevisiae
Hache ARACNEe, ParCorA, 5,10, 20, e 30 genes
et al. (2009) GNRevealer, Banjo, GeNGe 5,10, 20, 30 AUROC
’ LDST, GeneNet e 50 amostras

A grande maioria dos trabalhos relacionados se baseiam em conjuntos de dados
que contém muitas amostras e geralmente poucos genes. MARBACH et al.| (2012)
e MARBACH et al. (2010) realizando um estudo comparativo utilizando-se diversos
métodos de inferéncia, porém os métodos ndo podem ser comparados um com 0
outro pois geram redes com diferentes niveis de detalhamento. Trabalhos como o
de HACHE; LEHRACH; HERWIG] (2009) utilizam poucas amostras de dados, porém
também utilizam poucos genes.

5.1 COMITES DE ESPECIALISTAS

Aprendizado baseado em comités de especialistas é o processo pelo qual diferen-
tes resultados gerados sdo combinados para resolver um determinado problema. Os
sistemas baseados em comités de especialistas podem ser utilizados para melhorar o
desempenho ou reduzir a vizinhanga de busca de um problema de classificacéo, esco-
lhendo e combinando os melhores classificadores. Tais sistemas ajudam a melhorar a
qualidade de classificacdo quando se lida com uma grande quantidade de dados com
disparidade de classes.

Como este experimento adota métodos de inferéncia que resultam em valores de
saida continuos, um para cada par de genes, pode-se interpretar cada saida como
uma valor de confianca dado para a possivel interacdo de dois genes. A pontuacao
de confianca de muitos métodos de inferéncia pode ser combinada para melhorar a
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precisdo da rede génica reconstruida. A [Figura 15 mostra um quadro geral de um
sistema baseado em comités de especialistas. A matriz de expressao génica é dada
como entrada para os métodos de inferéncia e a saida de cada algoritmo é combinada

por um combinador ().
Cé? saida
gl

Comité de Especialistas pj(x)

F° o3P 0%
I 1 | 1
' Algoritmo 1 1 Algoritmo2 | ' AlgoritmoJ |

entrada

Figura 15 — Um combinador de varios métodos de inferéncia de GRNs. Cada algoritmo
produz a sua prépria representacao da rede de genes, que sdo agregadas
pelo combinador 1;(z).

Combinar a saida de varios métodos de inferéncia € util somente se houver discor-
dancia entre eles, uma vez que a combinagao de métodos idénticos produz pratica-
mente ganho nulo (MACLIN; OPITZ, 2011).

Existem muitas abordagens de comités e o melhor algoritmo depende dos dados
disponiveis e do problema onde é aplicado. Comités que utilizam fungées Regra do
Maximo (Maximum Rule), Regra da Média (Mean Rule) e Regra da Média Ponderada
(Weighted Average) séao simples e mostram um desempenho consistente em problemas
onde as classes sao formadas por valores continuos e a precisdo dos classificadores
pode ser estimada com seguranca (POLIKAR, 2006).

Nas secdes a seguir nds descrevemos estes algoritmos e também a abordagem
Classificagao pelo Produto (Rank Product) proposta por (ZHONG et al., 2014).

5.1.1 Regra do Maximo

Esta € uma das técnicas de comités mais simples, tomando o maximo entre as
saidas dos classificadores de acordo com a regra

() = ma {dy, ()}, (5.1)

onde 7' é o numero total de classificadores e d; ;j(x) € [0, 1] representa o nivel de
confianga dado pelo classificador ¢ para a classe w; para uma data saida = (POLIKAR,
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2006). Neste trabalho cada classe w; representa a presenga (ou auséncia) de uma
aresta entre dois genes.

5.1.2 Regra da Média

Esta € uma técnica de comité que usa uma funcao simples para calcular a con-
tribui¢cdo total para cada interacdo entre os genes (classe). A escolha da classe w; é
calculada obtendo-se a média de todas as saidas j, obtidas pelos diferentes métodos
de inferéncia:

pla) = 5 Do), (52)

onde a classe w; com o maior y;(z) é escolhida (POLIKAR, 2006).

5.1.3 Regra da Média Ponderada

Esta fungdo combina a fungdo Regra da Média (subsecao 5.1.2) com votacao por
maioria ponderada. A votagao por maioria é o algoritmo usado tradicionalmente por
votacdo publica, onde a classe w; que recebe o maior numero de votos, ganha. Na
votacao por maioria ponderada, se certos métodos sdo mais precisos do que outros,
entdo podem adicionar pesos w; as suas opinides na enquete de votagado (quanto maior
0 peso, melhor a precisdo). Na média ponderada os pesos ndo sdo aplicados nas
classes de saida, mas sim na saida continua d; ;(x) (POLIKAR, |2006). Esta regra é
definida como:

pi(x) = Z:Wtdt,j(m)- (5.3)

Os pesos w; escolhidos neste trabalham foram selecionados de forma empirica
analisando-se os resultados obtidos para as métricas AUROC e AUPR descritas no
Capitulo[6] Foram usados os pesos 0.9 para o GeneNet, 0.8 para 0o WGCNA, 0.3 para
CLR e MRNET.

5.1.4 Classificacao pelo Produto

No algoritmo de Classificagdo pelo Produto (do inglés Rank Product) leva-se em
consideracao uma competicao entre as classes disponiveis, onde o valor mais baixo é
atribuido a classe com maior confianga para a saida de cada classificador (ZHONG
et al.,[2014). Apos a classificagéo (rank) d, ;(x) ser calculada para cada GRN gerada
por cada método de inferéncia ¢t € T, calcula-se o produto de cada aresta em particular
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() utilizando-se o produto das classificacdes (ranks) das mesmas arestas através
de todas as GRNSs (através de todos os classificadores T'):

pi(a) = T iy (o). (54)

5.2 EXPERIMENTO

O arcabougo experimental utilizado neste trabalho é apresentado na Figura[16]e

descrito a seguir.

Conjunto de Dados

Padrao Ouro Simulados |

I

:

|

I Redes Dados
| —>

|

|

|

Avaliagdo de Desempenho

Precision-Recall

Figura 16 — Arcabougo experimental. Dados simulados do desafio DREAMS s&o usados

como entrada para os métodos de inferéncia, os métodos de inferéncia séao
aplicados e a avaliacdo de desempenho é realizada.

Devido a falta de uma rede Padrdao Ouro determinada experimentalmente, utilizamos

neste trabalho dados simulados. Entende-se que dados simulados seguem um modelo
que é uma representacao simplificada da realidade. Utilizou-se o conjunto de dados de
referéncia fornecido pelo desafio DREAM5 System Geneticd'|para explorar a eficacia do
arcabouco experimental proposto pois estes dados se baseiam em dados de levedura,
incluindo problemas encontrados em dados reais como ruidos e outras interferéncias
dos equipamentos utilizados. Os conjuntos de dados simulados foram gerados pelo
software SysGenSIM (PINNA et al., 2011) disponivel no site do desafio. Esta ferramenta
tem por objetivo auxiliar na compreensao de metodologias para inferéncia de GRNs, a
fim de identificar quais métodos tém o melhor desempenho em determinadas condigbes
como tamanho da populacéo, distancias dos marcadores, alta ou baixa hereditariedade
e o tamanho da rede. A dindmica da expressao génica € simulada com base no estado
estacionéario para uma populacao de individuos utilizando-se a topologia da rede de
seus genes e gendtipos e um conjunto de variantes do DNA do genoma, aplicando-se
uma equacao diferencial ordinaria nao-linear.

1

Site do DREAM5 System Genetics challenge: https://www.synapse.org/#!Synapse:syn2820440/wiki/71029
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As caracteristicas de expressao génica de estado estacionario sdo simuladas para
uma populacéo de individuos, com base numa topologia de rede e nos genétipos de in-
dividuos num conjunto de variantes de DNA, utilizando equacdes diferenciais ordinarias
nao lineares (ODEs). A lei de taxas utilizada pelo SysGenSIM para transcricdo nao é
baseada em nenhum mecanismo explicito, mas apresenta duas principais caracteristi-
cas da cinética: saturagao e cooperatividade. Assumi-se que a decomposi¢cao de mRNA
é um processo de primeira ordem. A ODE para o gene g é descrita na[Equacéo 5.5

h g
G ,f'
Gt 4 (Kig ) ZL)ms

dG C syn
dtg =75V, 0 .1;[(1+Ak,g

) —Ag 099G, (5.5)

Onde G, ¢é a concentracdo de mRNA do gene g, V, é a sua taxa de transcricdo
basal e \, é a taxa de degradacdo. G, séo as concentragdbes de mRNA de genes que
tém arestas dirigidos no n6 G,. K;g € uma constante que representa as concentragoes
do gene de entrada k no qual o seu efeito na taxa de transcricdo do gene g € metade
do seu efeito maximo, h,g € um coeficiente de cooperatividade e A,g € um elemento
da matriz A codificando a estrutura de rede. A,g = —1 para inibicdo, A,g = 1 para
ativagao e Ag = 0 para nenhum efeito. Os parametros 6;%" e 0569 representam o ruido
biol6gico interno nao genético nas taxas de transcricao e degradacao. Seus valores sao
amostrados a partir de distribuicdes normais com média 1 e desvio padrédo especificados
no software antes do calculo de cada estado estacionario. Z,c e Z;t sdo parametros
gue incorporam efeitos de variantes de DNA. Apos a geragéao de uma topologia de rede,
as equacgoes nao lineares sao formuladas de acordo com essa topologia, codificadas
na matriz A. Os parametros cinéticos V,, K;g, hig € A\, sdo inicializados por valores de
amostragem de distribuicées uniforme, gausiana ou gamma, com valores de parametro
padrdo ou especificados no software, para gerar um conjunto de valores de parametros
base, ou seja, o “fundo genético” do organismo. A variabilidade da expressao génica
entre individuos na populagéo resulta de diferentes gendtipos (valores dos parametros
Z,c e Zit) e flutuagdes bioldgicas adicionais (representadas pelos parametros de ruido
05 e 67<9) (PINNA et al.,|2011). Para o entendimento matematico de como os dados
séo gerados recomenda-se a leitura do artigo (PINNA et al.,[2011) e consulta do manual
do software SysGenSIM?|

Redes de 1000 genes com niveis de expressao génica no estado estacionario foram
criadas usando topologia modular sem escala e as simulacdes foram feitas usando
equacoes diferenciais ordinarias deterministicas (LIU; FUENTE; HOESCHELE, 2008).
Os conjuntos de dados contém perfis de expressdo génica com trés tamanhos de

2 Manual do SysGenSIM disponivel em http://sysgensim.sourceforge.net/wiki/index.php/SysGenSIM_manual
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amostra: 100, 300 e 999. Para cada tamanho de amostra, cinco redes diferentes, com
diferentes quantidades de arestas foram simuladas.

Foram escolhidos métodos bem difundidos na literatura e com pacotes de software
implementados na linguagem R e que podem ser executados em qualquer computador
pessoal. Estes métodos aceitam perfis de expressdo como entrada e sdo capazes
de gerar topologias contendo um grande numero de genes para poucas amostras. A
apresenta um resumo dos métodos selecionados:

Tabela 7 — Métodos de inferéncia de GRNs analisados.

Algoritmos | Modelo Referéncia Descricéo

GeneNet | Modelo Grafico Gaussiano | |Schéfer e Strimmer (2005) | [secéo 3.3|

WGCNA | Redes de Correlacao
CLR | Redes de Relevancia
MRNET | Redes de Relevancia

Langfelder e Horvath| (2008)
Faith et al.[ (2007)
Meyer et al. (2007)

subsecao 3.4.1

subsecao 3.5.1
subsecao 3.5.2

Os padrdes-ouro fornecidos consistem numa lista de arestas com o gene de origem
v; na primeira coluna e o gene alvo v; na segunda coluna. A terceira coluna se refere a
presenca (definido como 1) ou auséncia (definido como 0) de interacdo regulamentar
do gene v; para o gene v;,.

Como o objetivo € avaliar os algoritmos de inferéncia a partir de conjuntos de dados
com pequeno numero de amostras, também criou-se sete novos perfis de expressao
génica contendo 5, 10, 15, 20, 30, 50 e 80 amostras. Tais conjuntos de dados sao
subconjuntos de conjuntos de dados contendo 100 amostras.

A comparacgao das GRNs inferidas e o padrédo ouro estdo resumidas na matriz de
confuséo (Tabela 5). Nesta pesquisa, os resultados sdo avaliados utilizando a area
sob a curva de Precision-Recall, AUPR e a area sob a curva ROC (Receiver Operator
Characteristic), AU ROC.

Os métodos de inferéncia geralmente retornam a GRN inferida como um grafo ndo
direcionado com pesos GN = (V,€) onde V = {vy,--- ,v,} SA0 0s vertices (genes) e
E = {(vi,v;) : v;,;v; € V} € a matriz de adjacéncia onde &;; € o valor de confianga dado
pelo método de inferéncia para a interagéo entre v; e v,.

Embora alguns métodos de inferéncia como CLR e MRNET retornem uma matriz
de adjacéncia esparsa onde a maioria das interagcdes sao 0, outros como WGCNA e
GeneNet retornam um grafo com pesos associados a todas as arestas &;;. Enquanto
um valor alto de &;; expressa um valor alto de confianga que indica uma relagdo de
regulagéo entre os genes v; e v;, valores proximos a zero indicam que n&o existe
nenhuma interacéo entre eles.

Para a avaliagio dos algoritmos, o tridngulo superior direito (&;; : + < j) da matriz de
adjacéncia da rede inferida € convertido em uma lista de adjacéncia ordenada onde o
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indice do gene de origem v; € sempre menor do que o indice do gene alvo v;.

A lista de adjacéncia ordenada é comparada com a lista de adjacéncia do padréao
ouro G, a fim de indicar a precisdo do método de inferéncia. A lista de adjacéncia do
padréo ouro G;; pode assumir os valores 1 e 0. Se G;; é igual a 1, uma interagdo positiva
verdadeira (TP) é assumida quando o método de inferéncia indicar um alto valor de
confianca &;;. Se G;; éigual a 0 e &;; é alto, significa que o método de inferéncia retornou
uma interagéo falso positiva (FP). Quando G;; € 0 e &;; é proximo de 0, o método de
inferéncia identificou corretamente uma interagao verdadeira positiva (TN), enquanto
que G;; é 1 e &; proximo de 0, o método de inferéncia indicou uma interagdo falso
negativa (FN).

Depois que os métodos de inferéncia foram aplicados para todos os conjuntos de
dados e as fung¢des para gerar os comités foram aplicadas, calculou-se 0 AUROC' e
AU PR individuais para cada uma das cinco redes geradas (cinco redes para cada
tamanho de amostra). Estas pontuagées indicam o desempenho dos métodos variando
o limiar do valor de confianga. Para cada tamanho de amostra considerada, calculou-se
a média dos cinco AUROC e AU PR obtidos por cada método em um unico valor.
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6 RESULTADOS E DISCUSSAO

Neste Capitulo sao apresentados os resultados da comparagao de métodos popula-
res aplicados na inferéncia de redes génicas e o uso de comités de especialistas. O
experimento mostra que a diminuicado de amostras do conjunto de dados degrada dras-
ticamente a qualidade de todos os métodos de inferéncia. Além disso, o experimento
mostra que podemos melhorar a qualidade das redes inferidas através da aplicacao de
comités.

As Figuras|17|e[18 apresentam a area sob a curva ROC (AU ROC) e a area sob a
curva PR (AU PR) para as redes inferidas, descrevendo os resultados para os conjuntos
de dados padrdes fornecidos pelo desafio DREAMS (100, 300 e 999 amostras) e os
conjuntos de dados gerados no experimento (5, 10, 15, 20, 50 e 80 amostras).

Neste trabalho tem-se como obijetivos realizar uma avaliagdo comparativa de méto-
dos de inferéncia de redes e comités de especialistas e explorar o quanto a variacao
da quantidade de amostras afeta a qualidade de inferéncia e validar uma quantidade
de amostras minimas necessaria.

Esta claro que um nimero crescente de amostras aumenta a qualidade de inferéncia
de todos os métodos, considerando ambos os valores de AUROC e AUPR. O método
WGCNA apresentou os melhores valores para AU ROC' para o tamanho das amostras
100, 300 e 999: 0.767, 0.844 e 0.896, respectivamente. Em seguida, vem o método CLR
com valores para AUROC de 0.763, 0.842 e 0.883, e MRNET com 0.758, 0.831 e 0.869.
O pior método na comparacao para estes trés tamanhos de amostra foi o GeneNet com
pontuagdo AUROC de 0.757, 0.808 e 0.848, o que significa que o método GeneNet
identificou mais interacdes falso positivas do que qualquer outro método.

Os valores de AUROC obtidos por todos os métodos de inferéncia para pequenos
conjuntos de dados foram muito semelhantes. No entanto WGCNA e GeneNet com-
petem um com o outro: WGCNA apresenta melhores resultados para tamanhos de
amostra 50 e 80, enquanto GeneNet apresenta melhores resultados para conjuntos
de dados com menos amostras. O valor de AU ROC obtido por WGCNA foram 0.539,
0.575, 0.604, 0.630, 0.707 e 0.750 para 5, 10, 15, 20, 50 e 80 amostras, respectiva-
mente. Por sua vez, os valores obtidos por AU ROC GeneNet foram 0.545, 0.583, 0.610,
0.633, 0.705 € 0.741.

Para os valores de AUPR percebe-se uma situagcdo completamente diferente,
onde GeneNet alcangou a melhor pontuagdo AU PR para as redes inferidas a partir
de conjuntos de dados com os tamanhos 100, 300 e 900: 0.141, 0.251 e 0.336,
respectivamente. Ele é seguido por CLR, com valores 0.131, 0.241 e 0.330, MRNET
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Figura 17 — AU ROC para as redes inferidas para diferentes tamanhos de conjuntos
de dados. Cada valor representa a média AUROC' para os métodos de
inferéncia obtidos a partir de 5 tamanhos de rede diferentes (em termos
de numero de arestas). As linhas horizontais acima das barras mostram o
valor de AUROC para os comités.

com valores de 0.125, 0.230 e 0.285, e WGCNA com os menores valores para AUPR
0.125, 0.192 e 0.222.

Os valores de AU PR obtidos pelos métodos de inferéncia para conjuntos de dados
menores apresentam variagdo apenas para redes reconstruidas usando 50 e 80
amostras. Os valores de AUPR do método WGCNA para 50 e 80 amostras foram,
respectivamente, 0.078 e 0.110, do método MRNET foram 0.067 € 0.104, do CLR foram
0.078 € 0.119, e do GeneNet foram 0.073 e 0.120.
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Figura 18 — AU PR para as redes inferidas para diferentes conjuntos de dados. Cada
valor representa a média AU PR para os métodos de inferéncia obtidos a
partir de 5 tamanhos de rede diferentes (em termos de numero de arestas).
As linhas horizontais acima das barras mostram o valor de AU PR para 0s
comités.

Enquanto o método WGCNA obteve o melhor desempenho em termos de AU ROC,
GeneNet apresentou melhores valores de AU PR na maioria das situagdes. Isto significa
gue WGCNA apresentou melhor desempenho global (ou seja, considerando o equilibrio
entre TP e TN) do que GeneNet. Por outro lado, GeneNet recuperou corretamente
mais interacdes positivas (considerando TP) do que WGCNA. Isto € importante porque,
como redes de genes sdo esparsas (isto é, o numero de zeros € muito maior do que
0 numero de uns no padrao ouro), € preferivel recuperar mais verdadeiros positivos,
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mesmo em detrimento da obtencdo de um pouco mais de falsos positivos (DAVIS;
GOADRICH, 2006).

Conforme discutido a seguir, essa diferenca significa que a combinag¢éo dos métodos
de inferéncia pode resultar em melhores redes. As Figuras [17]e[18/também mostram
as pontuagdes AUROC e AU PR obtidas pelas técnicas de comités consideradas. Em
geral, todas as técnicas de comités desempenham melhor do que qualquer método
individual, resultando em melhores resultados em termos de AUROC e AU PR para
redes inferidas a partir de conjuntos de dados com amostras de tamanho 100, 300 e
999. O algoritmo Classificacao pelo Produto resultou nos melhores valores de AU ROC
0.781,0.864 € 0.914, e AUPR 0.149, 0.257 e 0.365, para conjunto de dados contendo
100, 300 e 999, amostras respectivamente.

Os comités também obtiveram melhor desempenho para conjuntos de dados com
numero reduzido de amostras. Os valores de AU ROC' obtidos pelo algoritmo Classifi-
cacao pelo Produto para redes inferidas com 5, 10, 15, 20, 50 e 80 amostras, foram,
respectivamente: 0.545, 0.584, 0.617, 0.642, 0.719 e 0.764. Por sua vez, os valores de
AU PR obtidos pelo algoritmo Classificacdo pelo Produto foram 0.005, 0.007, 0.013,
0.021, 0.081 e 0.123. Os valores de AUROC obtidos pela Regra da Média Ponderada
para estas redes foram 0.546, 0.585, 0.613, 0.638, 0.715 e 0.756, enquanto AUPR
eram exatamente os mesmos daqueles obtidos pelo algoritmo Classificagao pelo Pro-
duto. Para conjuntos de dados contendo 15 ou menos amostras, nota-se que AU ROC
aumentou ligeiramente usando comités e que AUPR é quase 0 mesmo para todos
0s comités e metodos individuais. No geral, quando o niumero de amostras € maior, a
diferenca entre os desempenhos de abordagens comités e métodos individuais tende a
aumentar.

Ao contrario de outros estudos, os métodos de inferéncia individuais e de comité de
especialistas também foram avaliados ao serem aplicados em conjuntos de dados com
uma quantidade reduzida de amostras e grande quantidade de genes, a fim de imitar
cenarios mais realistas. Os resultados sugerem que técnicas de comité de especialistas
podem melhorar a precisdo das GRNs inferidas nesta situagdo. No entanto, ndo ha uma
melhoria substancial na precisdo ao se aplicar as técnicas de comité de especialistas
em redes inferidas a partir de conjuntos de dados com 15 ou menos amostras. Sugere-
se que os métodos aqui descritos sejam aplicados em conjuntos de dados que contém
pelo menos 20 amostras, uma vez que a melhoria obtida através da sua aplicagéo fica
mais evidente para conjuntos com maior quantidade de amostras.

O critério de avaliagéo utilizado no desafio DREAMS5 leva em conta que os métodos
de inferéncia geram arestas dirigidas, e os melhores desempenhos obtidos pelos
participantes da competicao utilizam tanto dados de expressao como dados de fenétipos
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(VIGNES et al., 2011). Por um lado, os métodos de inferéncia que produzem redes
com arestas dirigidas oferecem redes com niveis de informacao diferentes do que os
métodos apresentados neste estudo, pois arestas dirigidas podem indicar relacbes de
causalidade. Por outro lado, relagdes de causalidade sao dificeis de serem inferidas,
exigindo mais amostras de dados (amostras preferencialmente temporais) e outras
fontes de dados, para além dos perfis de expressao génica. Além disso, os métodos
de inferéncia avaliados aqui sédo de facil acesso e uso. Mesmo produzindo redes com
menos informacao, os resultados ainda sao valiosos, visto que pesquisadores podem
explorar diferentes limiares a fim de encontrar agrupamentos de genes que sejam
interessantes.
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7 CONCLUSOES E TRABALHOS FUTUROS

Nesta dissertacao foi realizada a avaliacado comparativa de métodos na inferéncia
de redes de regulagéo génica a partir de dados de expressao génica. Esses métodos
foram escolhidos pela sua popularidade e por terem pacotes de software disponiveis.
No6s também realizamos a comparacao de quatro técnicas de comités de especialistas
para agregar as redes inferidas: Regra do Maximo, Regra da Média e Regra da Média
Ponderada e Classificacao pelo Produto.

Os experimentos foram conduzidos utilizando os conjuntos de dados in silico forne-
cidos pelo desafio DREAMS e também com um conjunto modificado para que ficassem
com poucas amostras.

A avaliacdo realizada indica que os métodos individuais mostram resultados di-
ferentes dependendo da métrica de avaliacdo aplicada, com WGCNA e GeneNet
desempenhando melhor nos testes realizados. Ao agregar os métodos de inferéncia
descobriu-se que os resultados de um comité de especialistas é mais preciso do que 0s
métodos individuais na maioria dos casos, corroborando estudos anteriores (ZHONG et
al.,2014; MENDOZA; BAZZAN, 2012; MARBACH et al., 2010;MARBACH et al., 2012).
Além disso, o algoritmo Classificagao pelo Produto desempenhou melhor do que os
outros comités de especialistas.

Pesquisas futuras podem ser realizadas para investigar o uso de técnicas de comité
de especialistas mais complexas na inferéncia de redes génicas. Outras combinacdes
de métodos de inferéncia, incluindo métodos que constroem redes de genes repre-
sentadas como grafos dirigidos, poderiam levar a GRNs mais precisas. Algoritmos de
comité de especialistas mais complexos também podem ser aplicados para a inferéncia
incremental de conjuntos de dados, que gradualmente se tornam disponiveis, e para a
integracado de diferentes fontes de dados. Outra ideia interessante para ser explorada é
variar ndo somente o numero de amostras, mas também o numero de genes.

Finalmente, o desenvolvimento de aplicagdes de software usando os conceitos
desenvolvidos neste trabalho sao essenciais para o desenvolvimento deste campo de
pesquisa. Como muitos pesquisadores da area de genémica ndo possuem conhecimen-
tos em programacao e técnicas computacionais, um sistema integrativo que aplique as
técnicas discutidas aqui poderia colaborar no avango de suas pesquisas.
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