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RESUMO

A rapida evolugao do hardware demanda uma evolugao continua dos compila-
dores. Um processo de ajuste deve ser realizado pelos projetistas de compiladores
para garantir que o cédigo gerado pelo compilador mantenha uma determinada
qualidade, seja em termos de tempo de processamento ou outra caracteristica
pré-definida. Este trabalho visou automatizar o processo de ajuste de compi-
ladores por meio de técnicas de aprendizado de méaquina. Como resultado os
planos de compilagao obtidos usando aprendizado de méquina com as caracteris-
ticas propostas produziram codigo para programas cujos valores para os tempos
de execucgao se aproximaram daqueles seguindo o plano padrao utilizado pela

LLVM.



ABSTRACT

The fast evolution of hardware demands a continue evolution of the compi-
lers. Compiler designers must perform a tuning process to ensure that the code
generated by the compiler maintain a certain quality, both in terms of processing
time or another preset feature. This work aims to automate compiler adjustment
process through machine learning techniques. As a result the compiler plans ob-
tained using machine learning with the proposed features had produced code for
programs whose values for the execution times approached those following the
standard plan used by LLVM.
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1 INTRODUCAO

Compiladores podem ser considerados a ponte entre o hardware e software, seu
desenvolvimento deve ser tanto capaz de extrair o potencial de novos hardwares
quanto atender as necessidades das novas linguagens de programacao, sendo tao

importante quanto os semicondutores na era da informagao [12].

O rapido avango dos hardwares exige alteragoes frequentes nos compiladores.
Essa mudanca acaba sendo lenta devido a um ajuste necessério para cada arqui-
tetura suportada pelo compilador |25, 22, 28, 9]. O ajuste tem como objetivo
configurar o compilador para que o coédigo produzido possua determinado nivel

de qualidade em cada arquitetura.

Cada arquitetura computacional necessita de tratamento especial por parte
do compilador [2, 10, 30, 21]. A geragao de codigo é particular para cada ar-
quitetura, transformacgoes que produzem um coédigo eficiente em uma arquitetura
nao necessariamente produzem o mesmo efeito em outra. Para cada arquitetura

é necessario um ajuste especifico.

O ajuste, geralmente, é feito de maneira manual por um especialista, ficando
ele responsavel por configurar parametros que afetam a eficiéncia do programa
gerado [25, 28|. Esses parametros sao configurados segundo heuristicas, isto é,
valores experimentais para parametros que sejam capazes de produzir bons pro-
gramas (nao necessariamente asseguram o melhor resultado) [2]. Essas heuristicas

nao garantem resultados 6timos e sao dependentes de varios fatores como arqui-
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tetura, tipo de aplicagao entre outros.

Este trabalho analisa o potencial do aprendizado de méaquina para a elabo-
ragao do plano de compilagao (conjunto de transformagoes aplicadas sobre um
programa) presente em um compilador com o objetivo de diminuigcao no tempo
de execugao. Para isto foi construido um experimento sobre o arcabougo LLVM
[15] no qual o processo de habilitagdo e desabilitacao de algumas transformagoes
foi efetivado através de aprendizado de maquina em vez de utilizar heuristicas

buscando seguir os trabalhos de [22, 9, 25].

Uma exploragao dos possiveis planos de compilagao foi feita com o objetivo
de gerar dados para os algoritmos de aprendizado. Esses dados eram a associ-
acao de uma funcao do programa a um conjunto de transformagoes necessarias
para o compilador gerar um programa mais eficiente. Nesse caso um bom pro-
grama é aquele que apresenta um menor tempo de execugao em relacao ao mesmo

programa compilado sem otimizacao.

A montagem do experimento possibilitou a comparacao de varios algoritmos
de aprendizado de maquina. Nesse trabalho foram estudados os algoritmos de

regressao logistica, Support Vector Machines (SVM) e arvores de decisao.

Para critério de avaliagao da otimizacgao realizada pelo experimento foram

utilizados programas do benchmark SPEC cpu2000 [14] para processadores.

1.1 Objetivo

Esta pesquisa tem por objetivo principal estruturar um procedimento para
automatizar o processo de ajuste de compiladores por meio de técnicas de apren-

dizado de maquina. A infraestrutura basica empregada foi o arcabougo da LLVM.

Para realizar o objetivo faze-se necesséria a analise dos métodos de aprendi-

zado de méquina para a elaboracao de planos de compilagao a partir de exemplos.
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Esses exemplos sao outros planos de compilagao capazes de reduzir o tempo de
execucao de programas. Os exemplos sao produzidos através de uma busca sim-

ples no espaco de planos de compilacao.

A viabilidade de tal processo permite a semi-automatizacao do processo de
ajuste de um compilador, nao ¢ uma automatizacao absoluta ja que o processo

depende de um disparo manual do processo de aprendizado.

1.2 Objetivos Especificos

Como objetivos especificos tem-se:

1. Analise de métodos de aprendizado de maquina: Nesta pesquisa os métodos

investigados foram Regressao Logistica, SVM e Arvores de Decisdo;

2. Exploragao das transformagoes da LLVM: Os programas sao divididos em
um conjunto de fungoes, assim as transformagoes que atuavam no contexto

de funcgoes fornecidas pela propria LLVM foram estudadas e utilizadas.

Sabendo-se que um programa pode ser dividido em um conjunto de fungoes,
gerou-se para cada funcao um plano de compilacao. Assim, empregando um
método de aprendizado de maquina produz-se um modelo e se utiliza esse modelo
aprendido para o processo de ajuste. Essa é a mesma idéia de geracao de planos

individuais usada em [9, 25].

Para a construgao do otimizador foi utilizado o arcabougo LLVM. Como trans-
formagoes visando otimizar cédigo, dentro do contexto das fungoes, foram utili-

zadas transformagoes fornecidas pela propria LLVM.

Os algoritmos de aprendizado de regressao logistica, SVM e arvores de deci-
sao, ja usadas nos trabalhos de [9], [25] e [22] respectivamente, foram aplicados

agora no contexto da LLVM.
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1.3 Estado da Arte

O aprendizado de méquina em compiladores foi aplicado inicialmente com o
objetivo de automatizar o processo de geracao de heuristicas |9, 25|, processo que

é realizado manualmente.

Heuristicas sao utilizadas no processo de otimizagao por consumirem menor
tempo de compilagao em relagao a técnicas mais sofisticadas de otimizacao dis-

creta geralmente nao produzindo resultados 6timos [2].

O processo de producao de uma heuristica consiste em ajustar parametros de
um compilador até que determinada qualidade de codigo seja obtida [28]|. Para
se chegar em um compilador a nivel de producao podem ser necessarios anos de

ajuste [25].

Uma das primeiras aplicagoes do aprendizado de maquina em compiladores
foi na transformacao looping unrolling por |22]. Essa transformacao foi escolhida
por ser facil de implementar (basta replicar o corpo de um lago) e possuir muitos
efeitos colaterais (replicar indiscriminadamente o lago causa um efeito negativo
na execugao de um programa). O uso de arvores de decisao foi escolhido como
método de aprendizagem por permitir a compreensao do modelo gerado por um

ser humano.

O estudo sobre a transformagao loop unrolling, replicagao do corpo de um lago
um determinado ntimero de vezes para se tirar proveito do paralelismo a nivel
de instrucgoes em processadores, foi feito utilizando o compilador GNU Fortran
alterando-se a heuristica de ativacao de loop unrolling para utilizar um modelo
aprendido a partir de exemplos. O algoritmo de aprendizado utilizado era base-
ado em arvores de decisao cujo modelo gerado poderia ser interpretado por um

especialista.

Baseando-se na ideia de que para cada transformacao pode-se associar uma
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prioridade (custo da transformacao), [28] aplicou programagao genética para ge-
rar funcoes de prioridade para trés transformacoes: hyper-blocos, alocacao de
registradores e leitura antecipada. O calculo das fung¢oes de prioridade passou
a ser feito por um par interpretador-programa. Resultados mostraram pequenas

melhorias em todos os benchmarks.

O trabalho de [9] aplicou a técnica de logistic regression para habilitar ou
desabilitar transformacoes na JikesRVM !. Nesse trabalho foi percebido que as
transformacgoes poderiam obter melhores resultados em termos de otimizacao se
fossem selecionadas individualmente para cada método. A JikesRVM foi mo-
dificada para compilar métodos individuais variando-se transformagoes aleato-
riamente, medi¢ao de tempo foi adicionada a cada método, as transformagoes
com melhor tempo de execucao foram selecionadas e usadas para o treinamento
da logistic regression. O mecanismo de decisao usando aprendizado de maquina

superou a configuragao padrao presente na JikesRVM.

Com o inicio das aplicacoes do aprendizado de maquina na area de compila-
dores [17] argumentou que apenas o trabalho de busca de heuristicas tinha sido
substituido pelo trabalho de busca de caracteristicas. O trabalho de [17] propos
um método para geracao de caracteristicas utilizando programacao genética. O
célculo de componentes do vetor de caracteristica passou a ser feito por um pe-
queno programa que era gerado usando programacao genética [20]. Componentes
do vetor de caracteristicas eram adicionados somente se, ap6s o aprendizado, fosse
possivel notar uma melhora no modelo produzido pelo aprendizado de méquina.

Esse método foi capaz de superar os vetores de caracteristicas existentes.

O trabalho de [25] avangou em dire¢ao ao uso do aprendizado supervisionado
aplicando-o em uma maquina virtual de grande porte: a Testarossa da IBM.

Nesse caso foi utilizada Support Vector Machine (SVM) como mecanismo de trei-

!Maquina virtual Java implementada em Java para fins académicos
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namento. A mudanca nos planos de compilagao tinha de ser feita cuidadosamente
pois podia-se obter um trecho de programa defeituoso caso a ordem de transfor-
macoes fosse alterada. No mecanismo de treinamento era permitido apenas a
ativagao ou nao dos planos de compilagao. O processo de modificacao de planos
partia do plano original da Testarossa fazendo pequenas alteracoes ao longo do
tempo em busca de melhorias locais. O desempenho de nao sofreu alteracao mas

foi possivel melhorar o tempo de inicializacao.

1.4 Organizacao

Na primeira parte desse trabalho é apresentada a teoria basica de compilado-
res e aprendizado de maquina junto com alguns métodos para anélise de dados.
Na segunda parte é apresentado como foi elaborado o experimento, os resultados

obtidos a partir dele e sua analise para uma posterior conclusao.
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2 COMPILADORES

Nesse capitulo é apresentada a arquitetura de um compilador. E apresentada
inicialmente a divisao classica descrita em documentos técnicos da area |2, 10] e,

ao final, uma breve descricao sobre a representacao intermediéria.

2.1 Divisao Classica

Compiladores transformam uma linguagem de entrada em uma linguagem
de saida. Geralmente a linguagem de entrada é um texto representando um
programa e a linguagem de saida é uma linguagem de méquina compreendida

diretamente pelo computador.

Um compilador é organizado por uma série de passos onde a saida de um
passo é consumida pelo passo seguinte. A entrada do primeiro passo é o codigo-
fonte do programa e a saida do ultimo passo é o cdédigo de maquina. Alguns
passos geralmente presentes sao o analisador 1éxico, analisador sintatico, otimi-
zador independente de maquina, seletor de instrugoes, alocador de registradores
e agendador de instrucoes. Uma visao geral da arquitetura e descrita na Figura

1.

O analisador léxico é responsavel por identificar as palavras presentes no
codigo-fonte pertencentes a linguagem de programacao. Essa identificacao ¢ feita
através do agrupamento de sequéncia de caracteres pertencentes a uma mesma

palavra e posterior classificagao. A saida do analisador 1éxico € um par indicando
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Codigo Fonte
Analisador Analisador Verificador S
léxico sintatico de tipos 2

Otimizador
independente

I0peZIuno

de maquina

v

Seletor de Alocador de Agendador g
instrucoes registradores de instrucdes § 3

v

Codigo de Maquina

Figura 1: Arquitetura classica de um compilador. A saida de cada passo é utili-
zada pelo passo seguinte. As excecOes sao para o primeiro passo onde a entrada
é o codigo fonte e para o ultimo passo onde a saida é o c6digo de maquina.
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a classe e o texto da palavra. Esse par é conhecido como token.

O analisador sintatico tem como objetivo verificar se a disposigao das palavras
obedece a gramatica definida pela linguagem de programacao. Essa estrutura é
definida através de uma gramatica que indica por meio de regras como produzir
o texto de um programa correto. Fica a cargo do analisador sintatico determinar
quais regras da gramética foram utilizadas para produzir o coédigo fonte. Caso
ele nao consiga encontrar essas regras ¢ porque o programa nao esta de acordo

com a estrutura da linguagem e a compilacao é abortada.

O analisador sintatico geralmente faz a verificacao apenas da estrutura da
linguagem, nao detectando erros relacionados a linguagem de programacao como,
por exemplo, o uso de variavel nao declarada. A deteccao desses erros fica sob
responsabilidade do verificador de tipos, que utilizard mais informacoes sobre a

semantica (significado) da linguagem do que o analisador sintatico.

O otimizador independente de maquina tem como objetivo melhorar o codigo
gerado pelo compilador. Apesar de chamado de otimizacdo ele nao encontra
um programa Otimo mas sim um programa equivalente melhor com relagao ao
tempo de execucao, tamanho de c6digo ou consumo de energia. Esse programa
equivalente melhor é encontrado através da aplicagao de transformacoes sobre o

programa, original.

As transformacoes que serao aplicadas pelo otimizador independente de mé-
quina estao descritas em um plano de compilagao. Esse plano de compilacao é
elaborado através da identificacao de caracteristicas do programa que podem ser

melhoradas através de certas transformacoes.

O seletor de instrugoes procura pela melhor instru¢ao de maquina capaz de
executar determinada operagao do programa. A partir desse passo é necessario

um conhecimento profundo sobre a arquitetura alvo do programa executéavel.
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Na execucao de um programa ¢ comum a necessidade de se lidar com diver-
sos valores temporarios. Esses temporarios sao armazenados em uma memoria
interna do processador chamada de registradores. A quantidade de dados to-
tal que pode ser armazenada em registradores é pequena, porém seu acesso é
extremamente rapido. Fica sob a responsabilidade do alocador de registradores

determinar quais temporarios devem ser armazenados em registradores.

Por dltimo, o agendador de instrucoes tem como objetivo determinar a ordem
das instrucgoes. Devido a capacidade de um processador moderno executar mais de
uma instrucao ao mesmo tempo, o agendador de instrucoes deve tentar organizar

as instrucoes para tirar o maior proveito desse paralelismo.

Ainda na Figura 1, é possivel verificar que certos componentes podem ser
classificados em frontend, otimizador e backend. Os passos do frontend ficam
responsaveis pelo processamento da linguagem de programacao enquanto que os
passos do backend ficam responsaveis pela geragao de codigo de maquina. Essa
divisao é feita para indicar que um mesmo backend pode ser utilizado por muitos

frontends, isto é, diferentes linguagens de programagao.

2.2 Representacao Intermediaria

Cada forma de representacao do programa dentro do compilador recebe o
nome de Representagao Intermediaria [27]. Em cada representagao intermediaria
pode-se variar a quantidade de informagao retida do programa fonte, o tipo de

representagao e a politica de geragao de simbolos [10].

A quantidade de informacao retida do programa fonte em uma representacao
intermediaria tende a diminuir até a geracao de cédigo. Transformacoes e ana-
lises do frontend tendem a trabalhar no nivel do codigo fonte enquanto que as

transformacoes e analises no backend tendem a trabalhar no nivel da linguagem
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de maquina.

Diferentes tipos de representacao intermediaria podem ser empregadas con-
forme a necessidade. Entre os possiveis tipos de representacoes intermediarias

temos a representagao em grafo e a representagao linear.

2.3 Compilacao Dinamica

Um tipo especializado de compilador pode ser encontrado em maquinas vir-
tuais ! para geracao de codigo em tempo de execucao. Este tipo de compilador
¢ chamado de Just-in-time JIT e é utilizado para melhoria de execugao de um

programa [4] durante o tempo de execugao.

Devido a um compilador JIT poder atuar durante a execugao de um pro-
grama, ele é capaz de direcionar melhor a geragao de cédigo devido a informa-
gOes presentes em tempo de execucao [4]. Devido a competi¢ao com o programa
por recursos, o compilador dinamico deve ser projetado cuidadosamente para nao

interferir no programa em execugao.

Através da coleta de informagoes em tempo de execucao pode-se selecionar
um trecho do programa em execucgao para ser submetido ao compilador dinamico,
processo chamado por [3] de optimizagao seletiva. Este codigo pode ser compilado
varias vezes usando cada vez um nimero maior de otimizagoes (para minimizar

o tempo de compilagao) e o codigo gerado descartado quando desnecessério [4].

Uma forma de aplicar os beneficios da compilagao dindmica em compiladores
tradicionais ¢é através da coleta dos dados de tempo de execugao de um programa
(frequéncia de execugdo de caminhos, tempos de execugao, informagoes forneci-

das pelo hardware entre outras). Esses dados de execugao sdo posteriormente

I Apesar do termo "méquinas virtuais"também ser utilizado para denominar softwares ca-
pazes de emular um sistema computacional completo, restringir-se-a nesse trabalho a maquinas
virtuais destinadas unicamente a execugao de programas
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fornecidos ao compilador para auxiliar o processo de compilagao. Esse processo

¢ chamado de Profile Guided Optimization [26].
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3 APRENDIZADO SUPERVISIONADO

O aprendizado de maquina busca fazer com que computadores passem a
aprender de maneira parecida com o ser humano. Algoritmos de aprendizado
de maquina sao divididos conforme o tipo de aprendizado. Os tipos de aprendi-
zado de maquina sao o supervisionado, o nao-supervisionado e o por reforco. Essa
trabalho ira utilizar apenas o aprendizado supervisionado, informagoes sobre o

aprendizado nao-supervisionado e por reforgo podem ser vistos em [20].

O aprendizado supervisionado consiste em fazer o computador aprender uma
funcao a partir de exemplos |20, 11, 7, 23]. Vamos supor a predigao do prego de
um imoével dada uma regiao. Como exemplos teriamos associagoes de regiao com
preco de imével. Um algoritmo de aprendizado supervisionado processaria esses
exemplos e produziria um modelo capaz de predizer o preco de um imével para
qualquer regiao, inclusive regioes nao contempladas nos exemplos. O processo
de aplicacao de um algoritmo de aprendizado supervisionado sobre os exemplos

é chamado de treinamento.

A predicao do preco para uma regiao nao contemplada é feita através de uma
generaliza¢do dos exemplos usados no treinamento [7]. Como a forma em que
o algoritmo de aprendizado supervisionado generaliza o conjunto de exemplos
para produzir o modelo varia de algoritmo para algoritmo, é necessario avaliar os

diferentes algoritmos na predicao de valores nao vistos.

De maneira mais formal, no aprendizado supervisionado tenta-se encontrar
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uma funcdo h(X) a partir de exemplos {(XM, YD) . (X™ y®)} (XO repre-
senta a entrada do i-ésimo exemplo e Y representa a saida do i-ésimo exemplo)
tal que A(X®) = Y® com i € {1,...,n}. A funcdo h(X) é chamada historica-
mente de hipotese [20], representaria o modelo aprendido pelo computador para

representar o conceito expresso a partir dos exemplos.

Podemos dividir o aprendizado supervisionado a partir do tipo de saida (V)

eI1:

Classificagao Quando os possiveis valores de Y sao valores discretos. Costuma-

se chamar cada valor de Y de classe ou rétulo. Como exemplo temos Y €
{0,1}.

Regressao Quando os possiveis valores de Y sao valores continuos. Como exem-

plo podemos aprender o prego do valor de um imével para uma regiao.

O tipo de aprendizado usado nesse trabalho serd para a classificagao de valo-

res, mais especificamente, apenas para predizer as saidas Y € {0, 1}.

Nesse trabalho os seguintes algoritmos de classificagao serao utilizados:

Regressao Logistica E um algoritmo de classificacdo apesar do nome. Esse

algoritmo tenta separar os exemplos em 0 e 1 usando a combinacao de um

1

7o Um exemplo de classifi-

hiperplano com a funcdo logistica: f(x) =
cagao usando regressao logistica pode ser visto na Figura 2. A regressao
logistica foi usada no trabalho [9] para a habilitagdo de transformagoes em

planos de compilagao. Maiores detalhes sobre regressao logistica pode ser

vista em |7, 23, 13|.

Support Vector Machine Méaquinas de vetor de suporte buscam separar os
exemplos através da maximizagao de uma margem entre os exemplos mais

proximos entre cada classe. Para exemplos nao-linearmente separaveis
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pode-se aplicar uma transformacao usando uma fungao kernel para um
espaco de maior dimensao onde os exemplos sejam linearmente separaveis.
Um exemplo de classificagao usando SVM pode ser visto na Figura 3. O
trabalho [25] utilizou SVM para a habilitacao de transformagdes em planos

de compilacdo. Para maiores detalhes sobre SVM consultar |13, 7, 23|.

Arvores de Decisdo Arvores de decisao buscam dividir o problema de classifi-
cacao em subproblemas através de um atributo que melhor divide os dados
de treinamento. Ao nao ser mais possivel dividir os dados de treinamento
entao gera-se uma folha e associa-se a saida Y que ela melhor representa.
Um exemplo de arvore pode ser vista na Figura 4. Os fundamentos teéricos
de arvores de decisdo podem ser vistos em [20, 7, 23]. Arvores de decisdo
foram usadas em [22| na configuragdo de parametros da transformagcao loop

unrolling.

Um problema que se pode encontrar ao realizar aprendizado de maquina
¢ que o modelo produzido pode ser capaz de prever com grande exatidao os
dados usados no treinamento mas apresenta uma grande taxa de erros ao ser
apresentado a dados novos |7, 23, 11, 20]. Um método comum utilizado para
avaliar a capacidade de generalizacao de um modelo ¢é dividir os exemplos em
exemplos de treinamento e exemplos de teste [20]. Os exemplos de treinamento
sao utilizados para a produgao do modelo de predi¢ao enquanto que os exemplos
de teste sao usados para avaliar a capacidade de generalizacao do modelo de

predicao. Esse método é chamado de validagao cruzada.
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Figura 2: Exemplo de Aprendizado por Regressao Logistica. A reta representa a
superficie de decisao que melhor separa os exemplos.
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Figura 3: Exemplo de Aprendizado por SVM. A reta representa a superficie de
decisao (usando um kernel linear) que melhor separa os exemplos.
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Figura 4: Exemplo de uma Arvore de Decisao. Cada no representa uma decisao
sobre um componente do vetor de caracteristicas e cada folha é associada a um

valor.

Do vetor de caracteristicas estimar-se-a4 um valor percorrendo um cami-

nho do no raiz a uma folha realizando decisoes sobre componentes do vetor de

caracteristicas.
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4 TRATAMENTO DE DADOS

Nesse capitulo sao mostrados os métodos de tratamento de dados utilizados.
Uma revisao basica sobre bozplots, medianas e quartis é apresentada na secao 4.1.
Na se¢ao 4.2 é mostrado o método PCA usado geralmente para analisar os dados

para aprendizado de méaquina.

4.1 Boxplots, medianas e quartis

Medianas e quartis sao medidas-resumo calculados a partir da ordenagao dos
dados de um experimento que apresentam pouca influéncia na presenca de dados
discrepantes [8]. Para ilustrar o calculo dessas medidas-resumo, suponha que um

experimento qualquer foi realizado e os seguintes dados obtidos:
3,5,4,8,2,5,6,8,4,3
Ordenando os valores obtemos:
2,3,3,4,4,5,5,6, 8,8

A mediana (m) é definida como o nimero que se encontra no meio da sequén-
cia dos dados ordenados. Caso a sequéncia apresente um ntmero par de elementos
nao havera um elemento no meio da sequéncia, porém, pode-se considerar como
mediana a média aritmética dos dois valores que se encontram no meio da sequén-

cia. Para o caso da sequéncia acima a mediana é dada por:
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m:%zélﬁ

Os quartis sao obtidos de forma similar a mediana. Considerando a sequéncia
s1 como os n/2 valores menores que m e $o como os n/2 valores maiores que m,
entao definimos os quartis (01 e (3 como as medianas de s; e sy respectivamente.

Para os dados acima podemos extrair os seguintes valores para 1 e Q3:

$1=2,3,3,4,4 = Q=3

$9=5,56,88 = Q=6

Dados os valores da mediana, e dos quartis Q1 e Q3, podemos representar
graficamente esses valores através de um grafico chamado de bozplot (Figura 5).
No bozplot é possivel visualizar o espalhamento de dados, os valores da mediana,
os quartis, pontos extremos (menor e maior valores) e possiveis pontos discrepan-
tes. Para a identificacao de pontos discrepantes no boxplot os seguintes valores

sao calculados:

LI =Q,—1,5%(Q3 — Q1)
LS =Q3+1,5%(Qs — Q1)

Valores que sdo maiores ou menores do que o limite superior (LS) e inferior
(LI) respectivamente sao considerados como discrepantes. Na Figura 5 os valores
discrepantes sao representados por uma cruz acima ou abaixo dos limites inferiores

e superiores.

Para maiores detalhes sobre medianas, quartis e boxplots consultar [8].

4.2 Principal Component Analysis

Principal Component Analysis (PCA) é uma técnica que usa uma transfor-

magao linear para produzir um novo sistema de coordenadas onde a variancia seja
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Figura 5: Exemplo genérico de boxplot. No boxplot estao representadas a mediana
(m), o primeiro quartil (Q1), o terceiro quartil (Q3), o limite inferior (LI) e o limite
superior (LS).

maximizada ao longo de cada eixo e a covariancia anulada entre eixos distintos.

Na Figura 6 é possivel ver um exemplo de aplicacao de PCA.

Ao aplicar o PCA é possivel obter uma porcentagem do total de varidncia
para cada um dos componentes. Removendo-se os componentes com menor por-
centagem do total de variancia é uma forma de reduzir o nimero de componentes

perdendo o minimo de informagao.

Devido ao critério de selegao de componentes segundo a variancia, o PCA
pode ser aplicado para reduzir o tamanho do vetor de caracteristicas em apren-
dizado de maquina para eliminar caracteristicas pouco significativas. Antes de
aplicar algum algoritmo de aprendizado pode-se aplicar o PCA sobre os dados
disponiveis, selecionar os componentes com maior porcentual de variancia, deter-
minar a transformacao linear, aplicar a transformacao sobre os dados de apren-
dizado e, por fim, aplicar o algoritmo de aprendizado. Toda vez que se desejar
fazer uma predicao, deverd ser transformado o vetor de caracteristicas para as
novas coordenadas usando a transformagao linear, remover os componentes pouco
significativos e, por fim, realizar a predi¢ao usando o algoritmo de aprendizado

sobre o vetor de caracteristicas transformado.
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Figura 6: Exemplo de aplicagao do PCA. Um novo sistema de coordenadas (w; e
wy) é produzido de forma a maximizar a variancia em torno de cada eixo e anular
as covariancias entre cada um dos componentes.
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5 METODOLOGIA

A partir dos trabalhos feitos |22, 9, 25| é possivel identificar um processo
para a aplicagao de aprendizado de maquina supervisionado em compiladores.
Essa metodologia pode ser aplicada tanto aos compiladores tradicionais quanto
aos especificos presentes em méquinas virtuais. Este trabalho focara apenas nos

compiladores tradicionais.

No aprendizado supervisionado deseja-se que o computador seja capaz de re-
lacionar uma entrada a uma saida. Em compiladores a saida que deseja-se prever
¢ um plano de compilagao a partir da uma entrada calculada sobre o programa.
Nas proximas secoes serd discutido como se obter os planos de compilacao, como
pode ser calculada o vetor de caracteristicas sobre o programa e por dltimo a

visao geral de como realizar o aprendizado supervisionado.

5.1 Selecao de Planos de Compilacao

O plano de compilacao é o responsavel por guiar as transformacoes aplicadas
sobre o programa (ou parte dele) a fim de melhorar determinada caracteristica.
Para realizar o aprendizado supervisionado serd necessario saber quais planos de

compilacao deverao ser produzidos dependo do programa.

A Figura 7 fornece um método para se obter planos de compilagao. O resul-
tado da compilacao de um programa fixo é avaliado para cada plano de compila-

¢ao segundo uma caracteristica desejada (tempo de execugao, tamanho de codigo,
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programa
‘ plano de compilagéo 1 ‘4> ‘ codigo 1 ‘4>
‘ plano de compilagéo 2 ‘4> 5 ‘ codigo 2 ‘4> =
o [eRe]
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‘ plano de compilagéo 3 ‘» -g ‘ c6digo 3 ‘» =] % p | melhor plano
o) S a de compilagé@o
a 28
o &
- o
‘ plano de compilagéo n ‘» ‘ codigo n ‘»

Figura 7: Selecdo dos melhores planos de compilacdo. E selecionado o plano de
compilagao que produza o melhor cédigo para um programa fixado.
gasto de energia, etc.). O melhor plano é selecionado para ser relacionado com o

programa de entrada, nesse caso o programa fixo.

5.2 Vetor de Caracteristicas

O vetor de caracteristicas tentard expressar caracteristicas do programa de
entrada correlacionadas com o plano de compilagao, isto é, cada componente do

vetor de caracteristicas devera influenciar na decisao do plano de compilacao.

Na Figura 8 é possivel ver um método para o calculo do vetor de caracteris-
ticas. Os componentes do vetor podem ser calculados através da contagem ou
da verificacao da presenca de certas instrucoes. Em ambos os diferentes tipos
de calculo de componentes é necessario o conhecimento sobre o funcionamento
do compilador para saber se é possivel obter algum beneficio através de alguma

transformacao presente no plano de compilagao.

5.3 Processo de Aprendizado

Com os planos de compilagao desejados e um vetor de caracteristicas capaz

de representar um programa, a ultima etapa consiste em preparar os dados de
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traducéo para vetor de features

representacao c)
intermediaria

# instrucdes

célculo sobre a # comandos
representacao .
intermediéaria .

vetorizavel ?

break / continue ?

Figura 8: Célculo de Caracteristicas. Em a) é mostrado um fragmento do codigo
fonte de um programa qualquer, em b) é mostrada a representagao intermediaria
de arvore para esse fragmento de codigo e em c¢) é mostrado o vetor de caracte-
risticas calculado sobre a representacao intermediaria.

treinamento para o aprendizado supervisionado.

O plano de compilagao pode ser considerado como um vetor binario, onde
cada componente representa uma transformacao que seré aplicada pelo compi-
lador. Quando um componente i do vetor de caracteristicas recebe o valor 1
significa que a transformacao i estd habilitada, 0 significa que a tranformacao i

esté desabilitada.

Na Figura 9 pode-se ver a construgao de um exemplo para o treinamento.
Cada exemplo para treinamento relaciona o vetor de caracteristicas com uma
transformacao do plano de compilagao. Esse plano de compilagao é aquele que

apresenta a caracteristica desejada para o codigo obtido pelo compilador.

Dado que os valores possiveis da predicao da habilitacao de uma transfor-
magao pertence ao conjunto {0, 1}, entdo o problema de aprendizado é do tipo

classificagao. Serad necessario um classificador para cada transformagao descrita
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representacéao
intermediaria plano de
compilacéo
calculo de transformacao 1
features

vetor de features

entrada saida )
a transformacéo K

1 y
I exemplo de configuragdo

da transformacao i

Figura 9: Construcao de um exemplo para realizagao do treinamento. Um exem-
plo para o treinamento é obtido pelo mapeamento dos caracteristicas calculados
sobre a representagao intermediaria com uma transformacgao do plano de compi-
lacao. Sera necessario um modelo de predi¢cao para cada componente do plano
de compilagao.
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conjunto de exemplos

modelo
H(X)

aprendizado
supervisionado

Figura 10: Aprendizado Supervisionado em Compiladores. XM .. X exem-
plos serao usados para produzir um modelo h(X) capaz de predizer a habilita¢ao
de uma transformagao dados caracteristicas calculados sobre a representacao in-
termediaria do programa.

no plano de compilagao.

Criando um conjunto de treinamento com os exemplos de como habilitar
transformacoes segundo o programa de entrada, basta submeter este conjunto
de treinamento a um algoritmo de aprendizado supervisionado. O algoritmo de
aprendizado supervisionado fornecera um modelo capaz de prever a habilitacao

de cada transformagao em um plano de compilagao.

Na Figura 11 é possivel ver a esquematizacao da construcao de um plano de
compilacao para um programa. Dado o programa representado na representacao
intermediaria, seu vetor de caracteristicas é calculado e submetido aos modelos
produzidos pelo algoritmo de aprendizado supervisionado que indicarao a habili-

tacao das t transformacgoes presentes no plano de compilagao.
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representacao
intermediaria

c) modelo
de predicao

d) plano de
compilacao

Figura 11: Formacao de um plano de compilacao a partir de aprendizado de
méaquina. Em a) é possivel ver a representagao intermediaria de um programa,
b) representa o vetor de caracteristicas calculado sobre a representagao interme-
diaria, c¢) sd@o os modelos para habilitagao de transformagdes obtidos através de
aprendizado de maquina e d) representa o plano de compilagdo com ¢ transfor-
macoes.
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6 EXPERIMENTO

O experimento pode ser dividido em trés fases: a primeira gera exemplos
de compilagao a partir de um conjunto de programas, a segunda treina um pro-
cesso de elaboracao de planos de compilacao usando aprendizado de maquina e
a terceira aplica o processo de elaboragao em outro conjunto de programas para

avaliacao.

Na geracao de dados é feita uma busca no espaco de planos de compilagao
usando um conjunto programas a fim de encontrar bons planos de compilagao para
serem utilizados como exemplos no treinamento dos algoritmos de aprendizado.
Bons planos de compilagao, nesse caso, sao aqueles que quando aplicados pelo
compilador produzem um programa que executa em menor tempo. O conjunto

de programas usado nessa fase sao identificados como programas de treino.

Os exemplos sao usados nos algoritmos de aprendizado para a produgao do
processo de elaboracao de planos de compilagao. Nos exemplos deverao estar
presentes tanto exemplos de ativagao quanto de desativacao de transformacoes.
Os modelos de classificacao por regressao logistica, SVM e arvore de decisao sao

aplicados nessa fase.

Para avaliar o processo de elaboracao de planos de compilagao usando apren-
dizado de maquina é utilizado um conjunto de programas diferentes dos usados
na etapa de geracao de dados chamados de programas de teste. No final foram

produzidos graficos comparativos entre os algoritmos de aprendizado de maquina
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e ambientes de execugao usados pelo experimento.

A partir do grafico comparativo era possivel responder questoes de que se o
plano de compilacao elaborado usando aprendizado de maquina era competitivo
com o plano de compilacao padrao e qual era o melhor algoritmo de aprendizado

de maquina.

O arcabougo escolhido para uso nesta pesquisa foi o LLVM — Low Level Virtual
Machine |15], que é composto de codigos fonte e de documentos abertos e livres.
Além dessa caracteristica desejavel, o arcabouco é utilizado amplamente tanto na

academia [6, 5] quanto na industria [18, 31, 29].

Nas proximas segoes sao tratados detalhes do arcabouco LLVM, do processo
de geracao de dados, como foram selecionados exemplos significativos, como foi
feito a aplicacao do aprendizado de maquina e detalhes sobre os programas de

treinamento e de teste.

6.1 Arcabouco LLVM

Para a construgao do otimizador aproveitou-se do fato da LLVM ja possuir im-
plementada diversas transformagoes além de possuir suporte a diversos frontends

(implementados exclusivamente sobre a LLVM ou plugins para compiladores exis-

tentes) [15, 1].

A LLVM permite a criacao de transformagcoes sobre programas através da im-
plementacao de passos. Passos permitem manipular a representacao intermedia-
ria do programa e, opcionalmente, indicar dependéncias de outros passos. Passos
podem operar a nivel de lagos, fungoes, grafo de chamada e modulos (conjunto

de fungoes).

Os passos utilizados pelo aprendizado de méquina nesse trabalho sao os do

tipo que operam sobre fungoes. Para cada fungao do programa sera elaborado
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Figura 12: Exemplo de compilagao usando a LLVM. Os componentes em cor
escura sao componentes externos, alteracoes sao feitas apenas sobre o otimizador
através da criacao de passos adicionais sobre a LLVM.

um plano de compilagao especifico onde as transformagoes sao habilitadas usando

aprendizado de méaquina.

A LLVM armazena a representagao intermediaria de um programa em um
arquivo chamado de bitcode [16]. Um arquivo no formato de bitcode possui,

geralmente, a extensao ".bc"(sufixo do nome do arquivo).

O esquema geral de compilacao usado pela LVVM é descrito na Figura 12.
Nessa figura estao presentes trés componentes: um compilador, um otimizador e
um ligador. O compilador representa o frontend que traduz o programa (I) para
a representagdo itermediaria que é armazenada em um arquivo bitcode (II). O
otimizador realiza transformacoes sobre a representacao intermediaria e a arma-
zena em um novo arquivo de bitcode (III). O ligador transforma a representacao
intermediaria em um programa executéavel (IV). Os componentes representados
por cores escuras sao externos, alguns sao a combinacao de dois ou mais progra-
mas como o caso do ligador (aqui foi chamado de ligador apenas para simplificar

a funcao da combinacao de varios programas).

Os dados trocados na Figura 12, no escopo desse projeto, foram:

I Arquivos de codigo fonte em C, C++ ou Fortran representados pelas exten-

soes ".c", ".cpp"e ".f"respectivamente.

IT Bitcode gerado pelo compilador representado pela extensao ".be". Para um
mesmo programa podem ser gerados varios arquivos de bitcode, cada um

representando uma transformagao diferente.

III Bitcode otimizado representado pela extensao ".bc".
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Transformacao Descricao

Combine redundant instructions Combina instrugoes realizando simpli-
ficacao algébrica

Value Propagation Propagagao de valores

Dead Store Elimination Eliminacao de instrugoes de escrita re-
dundantes

Simplify the CFG Eliminagao de coédigos inatingiveis, fu-

soes de blocos basicos e algumas trans-
formagoes peephole

MemCpy otimization Eliminacao ou inser¢ao de instrugoes
memcpy

Aggressive Dead Code Elimination | Eliminacao de c6digo inatingivel

Tabela 1: Tranformacoes alvo de aprendizado de méaquina.

IV Arquivo executavel representado pela extensao ".exe". Foi utilizada essa
extensao apenas como efeito de ilustracao ja que alguns sistemas operacionais

nao exigem uma extensao especifica para programas executaveis.

Dentre as transformacoes disponiveis na LLVM, apenas as da Tabela 1 foram
utilizadas no plano de compilagao usando aprendizado de maquina. Essas trans-
formagoes (junto com outras ndo necessariamente operando sobre fungdes) sao
inseridas pelo plano de compilagao O1, um plano de compilacao padrao presente
na propria LLVM (de O1, O2 e O3 representam planos de compilagao do menor

para o maior nimero de transformagdes habilitadas sobre um programa).

6.2 Geragao de Dados

Para determinar se uma transformacao da Tabela 1 deve ser ativada sobre
uma funcao precisa-se saber o efeito que ela produz no tempo de execucao do
programa (aumenta ou diminui). A estimativa desse efeito foi realizada de forma
aproximada usando aprendizado de maquina através de um conjunto de exemplos
relacionando fungoes do programa com o efeito de ativagao. O algoritmo de

geracao de dados pode ser visto na Figura 1.
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Entrada: P, 7, N
Saida: Exemplos de treinamento para as transformacoes 71..7x
inicio
para cada P pertencente ao conjunto de treinamento faga
para i € {1.N} faga

Seja At; a medida do tempo de execugao de P com 711..7x

desabilitadas
fim

para cada transformacao T € {r1..7x } faga
para cada funcao f do programa P faga
para i € {1..N} faca
Seja t;(P, f, ) o tempo de execugao de P com T
habilitada apenas sobre f
se t;(P, f,T) e A;, i € {1..N}, sao diferentes entao
Calcular y € {0,1} usando t;(P, f,7), A;, 1 € {1..N}
Adicionar (z(f),y) aos dados de treinamento de 7
fim
fim
fim
fim
fim
fim
Algoritmo 1: Algoritmo de Geragao de Dados. O algoritmo encontra casos
em que a habilitagao ou desabilitagao de uma transformacao sobre uma funcao
de um programa de treino produza algum efeito no tempo de execucao em
relacao & esse mesmo programa com as todas as transformagoes sobre funcao
desabilitadas.
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Nos exemplos, para cada fungao foram associados os seguintes rotulos:

0 Aumento no tempo de execucao, nao é vantajoso aplicar a transformacao.

1 Diminui¢ao no tempo de execucao, é vantajoso aplicar a transformacgao.

No caso de um exemplo onde uma fungao associada a uma transformagao
acarreta em uma diminui¢ao de tempo na execu¢ao de um programa entao, para
funcoes parecidas, deseja-se que a mesma transformacao seja habilitada no plano
de compilacao, caso constrario, se essa fungao apresenta um aumento no tempo
da execugao, para fungoes parecidas, deseja-se que essa transformacgao esteja de-

sabilitada no plano de compilagao.

O esquema para a producdo dos exemplos de compila¢do (dados de treina-
mento) feito a partir do algoritmo da Figura 1 pode ser visto na Figura 13. Nessa

figura, as seguintes informagoes sao trocadas entre componentes:
I Bitcode representando o programa nao otimizado. Essa ¢ a saida do compi-
lador.

IT Informa se a transformacao 7 esta habilitada. Devera conter nos dados ge-
rados pelo programa informacoes de tempo de execugao para um programa

de teste onde a transformacao 7 esté habilitada e desabilitada.
III Vetor de caracteristicas extraido de uma funcao do programa.

IV Bitcode otimizado. Um bitcode é gerado para cada combinacao de funcao
do programa, transformagao 7 e ativacao da transformagao (habilitado ou

desabilitado)
V Executéavel otimizado.

VI Tempo de execugao de programa.
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Figura 13: Geragao de dados de treinamento.

VII Tempo de referéncia de execucao do programa. O programa utilizado para a
medicao do tempo de referéncia foi aquele em que todas as transformacoes

da Tabela 1 estavam desabilitadas para todas as fungoes.

VIIT Dados de treinamento.

O item I da Figura 13 representa o bitcode do programa teste compilado sem
nenhuma transformacao habilitada. O Seletor de Fungao tinha como comporta-
mento escolher fungoes de um programa para otimizé-las usando as trasformacoes
da Tabela 1 gerando os bitcode marcados como item IV. O item II determinara
se as fungoes escolhidas no Seletor de Fungao teria a transformacao 7 habilitada
ou desabilitada na execucao atual. Cada bitcode é compilado gerando o item V
e executado pelo sistema operacional para a medicao do tempo de execucao VI.
Cada tempo de execucao é comparado com um valor de referéncia para deter-
minar se hd uma modificagao significativa. Todos os dados significativos foram

reunidos para a producao dos dados de treinamento.

Para acelerar a execucao da producgao dos dados de treinamento, o experi-
mento fez uso da biblioteca MPI (Message Passing Interface) [19]. Usando essa
biblioteca foi possivel paralelizar o trecho IV - V - VI da Figura 13. Cada al-
goritmo de treinamento também foi executado em paralelo também utilizando

MPL.
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6.3 Selecao de Exemplos

O Seletor de Exemplos Significativos da Figura 13 precisava ser capaz de
determinar se uma modifica¢do no plano de compilagao (ativagao ou desativacao
de uma transformacgao para uma func¢ao) produzia alguma alteracao significativa

no tempo de execucao do programa.

A medida do tempo de execucao do programa estava sujeita a diversas inter-
feréncias exercidas pelo sistema operacional. Devido ao sistema operacional per-
mitir a execugao de varios programas simultaneamente, possiveis competicoes por
recursos entre programas produzem oscilagoes nas medi¢oes de tempo. Mesmo se
uma méquina fosse alocada unicamente para a execugao de um programa, haveria
competicao entre o programa em otimizagao e programas que integram o proprio

sistema operacional.

O procedimento estatistico escolhido para julgar se dois tempos de execugao
apresentavam valores diferentes foi baseado na representacao visual usando boz-
plots (e por consequéncia medianas e quartis). A vantagem de utilizar bozplots
¢ que se baseiam em medianas (valor pouco afetado por valores discrepantes [8])
e por possuirem uma técnica de remocao de valores discrepantes: sendo Q1 e
Q3 o primeiro e o terceiro quartis, m a mediana, entao um valor ¢ de tempo é

considerado discrepante se [p —m| > 1.5 % (3 — Q1).

A Figura 14 mostra os possiveis bozplots comparando um valor de referéncia
com um valor de teste. Os valores a, b e x, y sdo os 1° e 3° quartis dos valores

de referéncia e de teste respectivamente.

Sabendo que os valores a e b da Figura 14 representam o 1° e 3° quartis da
medida de referéncia e que os valores x e y representam o 1° e 3° quartis da medida
de teste, entao, dada uma taxa de melhoria d, as seguintes equagoes podem ser

aplicadas a cada caso:
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Figura 14: Seletor de exemplos significativos. Os valores a e b representam o 1° e
3° quartis da medida de referéncia respectivamente. Os valores x e y representam
o 1° e 3° quartis da medida de teste. Apenas nos graficos I e III podemos dizer
que ha uma alteragao no tempo de execugao do teste em relagao a referéncia.
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I Redugao no tempo de execugao do teste em relagao a referéncia. Nesse caso
deve-se associar a funcdo ao rotulo 1 (ativacao de transformagao) nos dados

de treinamento para a transformacao em questao.

r<(l—=9)a a—x>da
=

y<(1—20)b b—1y>db
IT Dados inter-quartis da referéncia estao contidos nos dados de teste. Nao é

possivel afirmar se houve uma aumento ou reduc¢ao no tempo de execugao.

T <a

y>b

IIT Aumento no tempo de execucao do teste em relagao a referéncia. Nesse caso
deve-se associar a fungdo ao rotulo 0 (desativagdo de transformagdo) nos

dados de treinamento para a transformagao em questao.

x> (1+0)a a—1x < —da
=

y>(14+0)b b—y < —6b
IV Dados inter-quartis de teste estao contidos nos dados de referéncia. Nao é

possivel afirmar se houve uma aumento ou redugao no tempo de execucao.

a<x

b>y
6.4 Aprendizado de Maquina

Devido a representacao intermediaria de fung¢oes serem representadas por es-
truturas nao-numéricas (grafos), foram extraidas caracteristicas numéricas apro-
ximadas dessa representagao para produzir o vetor de caracteristicas. Essa extra-
¢ao sera feita através da contagem de instrugoes ou blocos de instrugoes presentes

nessa estrutura. Foi utilizada a propria divisao de tipos de instrucgoes presentes
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instrs Niamero de instrugoes

binInstrs Niamero de instrugoes de dois operandos

memlInstrs | Niimero de instrugoes de acesso a memoria

termInstrs | Ntmero de instrucgoes terminal

castInstrs | Niimero de instrugoes de conversao

otherInstrs | Nimero de instrugdes que nao sao binarias, de memoria,
terminais ou de conversao

basicBlks | Numero de blocos basicos

Tabela 2: Vetor de Caracteristicas Utilizado. Esse vetor de caracteristicas é
baseado na classificagao de tipos de instrugoes presente na LLVM.

na LLVM para produzir o vetor de caracteristicas, apresentado na Tabela 2. Esse
método é o mesmo utilizado em |9, 25|, e, assim como nesses trabalhos, nao é

assegurada nenhuma garantia de que esse é o melhor vetor de caracteristicas.

A partir dos exemplos gerados no processo de busca, aplicou-se algoritmos
de aprendizado para gerar o processo de elaboragao do plano de compilagao. Os
algoritmos de aprendizado utilizados foram a regressao logistica, SVM e arvore
de decisao que foram identificados nos resultados por LOGIT, SVM e TREE

respectivamente.

A biblioteca scikit-learn [24] foi usada no aprendizado. Cada algorimo de
aprendizado possui parametros particulares que podem ser configurados. Nesse
trabalho usou-se os valores padroes sugeridos pelo scikit-learn para cada um dos

algoritmos (Tabela 3).

6.5 Programas de Treinamento e Teste

O benchmark SPEC c¢pu2000 [14] foi utilizado tanto para treinamento quanto
para testes (um programa ou era de treinamento ou era de teste). Dentro do
cpu2000 ha dois tipos de benchmark: O CINT2000, para programas que realizam
computacoes sobre nimeros inteiros e o CFP2000 que realiza computagoes sobre

numeros de ponto flutuante. Os programas do CINT2000 podem ser vistos na
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Algoritmo | Parametros

LOGIT
LogisticRegression(C=1.0, class weight—=None, dual=False,
fit_intercept="True, intercept scaling=1,
penalty="12", random state=None,
tol=0.0001)
SVM
SVC(C=1.0, cache size=200, class weight=None,
coef0=0.0, degree=3, gamma=0.0, kernel="rbf’,
max _iter=-1, probability=False, random state=None,
shrinking=True, tol=0.001, verbose=False)
TREE

DecisionTreeClassifier(compute _importances=None,
criterion="gini’,
max _depth=None,
max_features=None,
max_leaf nodes=None,
min_density=None,
min_samples leaf=1,
min_samples split=2,
random state=None,
splitter="best’)

Tabela 3: Parametros dos Algoritmos de Aprendizado. Parametros padroes usa-
dos pela biblioteca scikit-learn no formato da linguagem de programacao Python.



50

Programa | Uso | Descricao

g7ip Treino | Compressao

vpr Teste | Roteamento e posicionamento para FPGAs

gce Teste | Compilador C

mcf Treino | Otimizacao combinatoria

crafty Treino | Jogador de Xadrez

parser Treino | Processamento de palavras

eon Treino | Computacao grafica

perlbml Treino | Interpretador da linguagem de programacao
Perl

gap Teste | Teoria dos grupos e interpretador

vortex Treino | Banco de dados orientado a objetos

bzip2 Teste | Compressao

twolf Teste | Roteamento e posicionamento em circuitos
integrados

Tabela 4: Programas do CINT2000.

Tabela 4 e os do CFP2000 podem ser vistos na Tabela 5.

A comparagao dos algoritmos de aprendizado sera feita através do desempe-
nho da elaboragao de planos de compilagao sobre programas de teste. Na Tabela 4
e na Tabela 5 a coluna central informa se o programa foi usado como treinamento
ou teste. Os programas escolhidos como treinamento e teste nao seguiram ne-
nhum critério especial, foram praticamente escolhidos de maneira aleatoria. Por
razoes praticas, alguns testes cujo tempo de execugao era muito alto (demorado)

foram colocados como teste.

Cada programa do benchmark SPEC cpu2000 possui trés diferentes tipos
de dados de entrada: test, train e ref. As entradas do tipo test apresentam o
menor tempo de execugao enquanto que as entradas do tipo ref apresentam o
maior tempo de execugao. A execucao do experimento adotou as entradas do
tipo test para evitar uma grande demora na execucao. Caso fosse necessario
bastaria alterar um arquivo de configuragao para trocar o tipo de entradas que

os programas utilizariam.



Programa | Uso | Descrigao

wupwise Teste | Cromodinamica quantica

swim Treino | Modelagem de 4dguas rasas

mgrid Teste | Método multigrid para campos potenciais 3D

applu Treino | Mecéanica dos fluidos computacional

mesa Teste | Graficos 3D

galgel Treino | Mecéanica dos fluidos computacional

art Treino | Rede neural e reconhecimento de imagens

equake Teste | Simulacao de propagacao de ondas sismicas

facerec Teste | Sistema de reconhecimento de face

ammp Treino | Quimica computacional

lucas Treino | Teoria dos nimeros

fma3d Teste | Simulagao de colisoes usando elementos fini-
tos

sixtrack Teste | Projeto de acelerador de particulas

apsi Treino | Meteorologia: distribuicao de poluentes

Tabela 5: Programas do CFP2000.
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7 RESULTADOS

Nessa secao sao apresentados os resultados da aplicacao do plano de compi-
lacao sobre programas de teste. Na primeira secao é feita uma anélise do efeito
de multiplas execugoes do experimento enquanto que, nas secoes restantes, sao
mostrados os resultados do experimento para os programas de teste (na Tabela

4 e na Tabela 5 estao indicados os programas que foram utilizados como teste).

Os resultados sao apresentados como bozplots do tempo de execuc¢ao para se
comparar a otimizagao padrao da LLVM, o c6digo sem otimizacao e otimizagoes
envolvendo diferentes algoritmos de aprendizado (os algoritmos de regressao lo-

gistica, SVM e arvores de decisao sao identificados por LOGIT, SVM e TREE

respectivamente).

A partir desses graficos podemos responder se utilizando aprendizado de mé-
quina podemos obter um melhor desempenho do programa gerado em relacao a
LLVM e qual algoritmo de aprendizado é melhor. Sabendo que a comparagao é
feita entre tempos de execucao, o conceito de melhor plano de compilacgao
nesse caso ¢ aquele que apresenta o menor tempo de execugao. O tempo

usado é o tempo total de execugao do programa.

Os dados foram obtidos em dois ambientes de execucao distintos. O primeiro
local era um cluster e o segundo um computador de mesa (PC). Para cada teste
sao mostrados dados coletados em cada ambiente de execucao no decorrer desse

capitulo. A especificagdo dos ambientes de execugao pode ser vista na Tabela 6.



53

Ambiente | Especificacao

Cluster | 20 CPUs com 512 GB e processador Xeon(R) CPU ET7-
2870 @ 2.40GHz. Scientific Linux 6.x.
PC processador Pentium D CPU 3.40GHz, 3.2 GB de me-

moria e Ubuntu Linux 14.10

Tabela 6: Especificacao dos Ambientes de Execucao.

Apenas o programa "eon" nao foi considerado no processo de treinamento.
Nao foi possivel executa-lo no ambiente de cluster embora fosse possivel executa-lo
no PC. Para uma comparacao justa, o programa "eon"foi removido do experi-

mento em ambos os ambientes de execucao.

7.1 CINT2000

Nessa se¢ao sao apresentados o tempo de execugdo para os programas de
teste "gap" (Figura 15), "twolf"(Figura 16), "vpr"(Figura 17), "gcc"(Figura 18)

e "bzip2" (Figura 19) para os ambientes de execucao cluster e PC.

7.2 CFP2000

Nessa se¢ao sao apresentados o tempo de execugao para os programas de teste
"wupwise" (Figura 20), "mesa" (Figura 21), "equake" (Figura 22), "fma3d" (Figura
23), "facerec"(Figura 24), "sixtrack"(Figura 25) e "mgrid"(Figura 26) para os

ambientes de execugao cluster e PC.

7.3 Efeitos de Multiplas Execucoes

Para verificar a confiabilidade da medida do tempo de execugao foram cons-
truidos os graficos das Figuras 27 e 28 para o cluster e PC respectivamente a
partir da execucao do experimento trés vezes. Nessa figuras sao mostrados o

tempo de execucao mediano para 10 execugoes dos programas de teste compila-



Tem po m ediano de execugao (s)

Tem po m ediano de execugao (s)

54

Figura 16: Tempo de execugao para o programa twolf.
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Figura 15: Tempo de execucao para o programa gap.
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Figura 17: Tempo de execucao para o programa Vpr.
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Figura 18: Tempo de execucao para o programa gcc.
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Figura 19: Tempo de execucao para o programa bzip2.
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Figura 21: Tempo de execucao para o programa mesa.
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Figura 24: Tempo de execugao para o programa facerec.
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Figura 25: Tempo de execugao para o programa sixtrack.
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Figura 27: Tempo de execucao mediano para trés execugoes do experimento no

cluster.

dos com o plano de compilagao padrao da LLVM e com planos de compilacao

usando o aprendizado de maquina.

Para as medidas coletadas no cluster é possivel notar que no programa six-
track ha uma grande diferenca em uma das medidas enquanto que nas medidas

coletadas no PC pouca variacao nos valores medianos é observavel.

Por causa da discrepancia no valor mediano do tempo de execucao no cluster
foi feito o seguinte experimento extra: executou-se o programa sixtrack em 5
momentos distintos usando o plano de compilagao padrao da LLVM por 100 vezes
no cluster e no PC (Figura 29). Para o cluster é possivel verificar que mesmo

com um aumento no numero de execugoes nao foi possivel obter uma tendéncia

nos dados.
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Figura 29: Mediana do tempo de execucao do programa sixtrack executado 100
vezes em H momentos distintos.
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8 ANALISE DOS RESULTADOS

O grafico da Figura 29 mostra que no cluster, mesmo executando o experi-
mento 100 vezes, nao é possivel obter confiabilidade na medi¢ao de tempo (na
Figura 27 ocorreu uma medida de tempo muito diferente de outros experimen-
tos). Tal falta de confiabilidade deve-se, provavelmente, ao fato de que no PC foi
possivel garantir exclusividade de uso enquanto que no cluster o experimento es-
tava em um ambiente compartilhado com outros processos. Esta secao analisara

apenas aos dados obtidos no ambiente de execucao do PC.

Para determinar qual otimizagao foi melhor que a otimizagao padrao da
LLVM construiu-se as Tabelas 7 e 8 para os programas dos grupos CINT (Tabela
4) e CFP (5) respectivamente. Essas tabelas foram construidas usando as figuras
de 15 até 26. A melhoria, valor e rotulo presentes nas células das tabelas 7 e 8,

foi calculada utilizando a seguinte férmula:

m(prg,alg) — mppyu(prg)

melhoria(prg, alg) = mrvm (prg)

onde os parametros alg representa o algoritmo (alg € {LOGIT,SVM, TREE}),
prg representa o programa de teste (programas das tabela 4 e 5), mpva(prg) a
mediana dos tempos de execucao coletados usando o plano de compilagao padrao
da LLVM para um programa prg e m(prg, alg) a mediana dos tempos de execugao

para o programa prg usando o algoritmo de aprendizado alg.
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Programa LOGIT SVM TREE

gap Menor (—2.52%) | Menor (—2.12%) | Menor (—1.59%)
twolf Maior (42.40%) | Maior (+2.43%) | Maior (42.34%)
vpr Maior (+4.51%) | Maior (+1.71%) | Maior (+3.27%)
gee Maior (4+1.47%) | Maior (+2.07%) | Maior (41.65%)
bzip2 Tgual ( 0.00%) Igual ( 0.00%) Igual ( 0.00%)

Tabela 7: Resultado das otimizagoes sobre os programas CINT. Os valores
"maior", "menor"e "igual"para os trés tipos de otimizacao indicam, respecti-
vamente, que o tempo de execucao foi maior, menor ou igual ao programa de
teste quando compilado com o otimizador padrao da LLVM.

Programa LOGIT SVM TREE
wupwise Tgual ( 0.00%) Igual ( 0.00%) Igual ( 0.00%)
mesa Igual ( 0.00%) | Maior (+4.58%) | Menor (—1.89%)
equake Maior (4+6.59%) | Maior (4+6.51%) | Maior (+6.74%)
fma3d Menor (—1.27%) | Igual ( 0.00%) Igual ( 0.00%)
( ( (
( ( (
( ( (

facerec Tgual ( 0.00%) Igual ( 0.00%) Igual ( 0.00%)
sixtrack Tgual ( 0.00%) | Maior (+1.10%) | Igual ( 0.00%)
mgrid Tgual ( 0.00%) Igual ( 0.00%) Igual ( 0.00%)

Tabela 8: Resultado das otimizacoes sobre os programas CFP. Os valores "maior",
"menor"e "igual"para os trés tipos de otimizacao indicam, respectivamente, que
o tempo de execugao foi maior, menor ou igual ao programa de teste quando
compilado com o otimizador padrao da LLVM.

Se a |melhoria(prg,alg)| < 0.01 os tempos de execugao foram iguais, o pro-
grama em ambas as configuragoes apresentou o mesmo tempo de execugao. Se
melhoria(prg,alg) < —0.01 entdo o tempo de execugdo do programa usando a

otimizagao com aprendizado de méaquina foi menor. Se melhoria(prg,arg) > 0.01

o tempo de execucao do otimizador proposto foi maior que o padrao da LLVM.

Para testes do CINT (Tabela 7) é possivel verificar que apenas para o teste
"gap'"fol possivel obter uma diminuicao no tempo de execucao em torno de 1.5%.
O teste "bzip2"nao apresentou mudanca significativa. Olhando para os demais
testes ("twolf", "vpr"e "gec"), é possivel notar que houve um aumento no tempo
de execucao na ordem de 2%. Em todos os testes o tempo de execugao ficou
proximo (menos de 7% de aumento) ao tempo de execugao do programa compilado

com o plano padrao da LLVM.
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Para testes do CFP (Tabela 8) é possivel verificar que os testes "wupwise",
"facerec"e "mgrid"nao apresentaram diferencas significativas com relacao ao
plano de compilacao padrao da LLVM. O teste "mesa"apresentou um aumento no
tempo de execucao quando usou SVM e uma diminui¢cao quando usou arvores de
decisao. O teste "fma3dd"foi melhor quando gerou o plano de compilagao usando
regressao logistica e apresentou o mesmo resultado para os demais algoritmos de
aprendizado. O teste "equake"apresentou um aumento no tempo de execucao em
torno de 6.5%. No "sixtrack"a SVM produziu um modelo com maior tempo de
execugao enquanto que os demais algoritmos de aprendizado ficaram préximos ao
plano padrao da LLVM. Assim como nos testes do CINT, os tempos de execucao
quando usado aprendizado de maquina ficaram préximos dos compilados com o

plano de compilacao da LLVM.

Como os dados das Tabelas 7 e 8 sugerem que o otimizador usando aprendi-
zado de maquina se aproxima do plano de compilacao padrao da LLVM, ¢é preciso
verificar se os dados de treinamento apenas contém exemplos positivos. Caso so
haja exemplos positivos, estara tentando aprender uma funcao cujo resultado é
sempre 1, ativando a otimizagao para todos os casos, que ¢ exatamente o que o

plano padrao de compilagao da LLVM usa.

Na Tabela 9 é possivel verificar que cada transformacao contém exemplos
positivos e negativos nos dados de treinamento. Para todas as transformagoes é
possivel garantir que, em pelo menos 30% dos dados de treinamento, desabilitar
a transformacao sobre uma func¢ao resultarda em uma diminuicao no tempo de

€Xecucao.

Uma simples anélise do vetor de caracteristicas pode ser feita aplicando o PCA
sobre os dados de treinamento (Tabela 10). Os componentes instrs, binlnstrs, me-
mlinstrs, termiInstrs, castinstrs, otherInstrs e basicBlks do vetor de caracteristicas

sao transformados nos componentes wy, ws, ..., wy respectivamente.



Otimizagao Positivos (%) | Negativos (%)
Aggressive Dead Code Elimination 63.24 36.76
Combine redundant instructions 63.68 36.32
MemCpy otimization 65.15 34.85
Dead Store Elimination 64.18 35.82
Simplify the CFG 63.32 36.68
Value Propagation 64.18 35.82
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Tabela 9: Analise dos dados de treinamento. As colunas "Positivos"e "Negati-
vos''representam a porcentagem de exemplos onde a transformacao habilitada e
desabilitada resultam em um menor tempo de execucao.

. Porcentual de variancia por componente (%)
transformacao

w1 Wao ws W4 Wy Weg Wwr

Aggressive Dead Code Elimination | 96.17 | 3.31 | 0.31 | 0.14 | 0.07 | 0.00 | 0.00
Combine redundant instructions | 96.02 | 3.49 | 0.31 | 0.12 | 0.06 | 0.00 | 0.00
MemCpy otimization 96.42 | 3.11 | 0.30 | 0.11 | 0.06 | 0.00 | 0.00

Dead Store Elimination 96.16 | 3.32 | 0.31 | 0.14 | 0.07 | 0.00 | 0.00
Simplify the CFG 96.15 | 3.31 | 0.35 | 0.13 | 0.06 | 0.00 | 0.00

Value Propagation 96.16 | 3.32 | 0.31 | 0.14 | 0.07 | 0.00 | 0.00

Tabela 10: Analise do Vetor de Caracteristicas. Cada valor representa a procen-

tagem da variancia de um componente em relacao ao total.

Usando a transformagao proposta pelo PCA poder-se-ia reduzir o vetor de

caracteristicas para todas as transformacoes a dois componentes: w; e ws. Isso

melhoraria o desempenho dos algoritmos de aprendizado ja que diminuiria o ni-

mero de dimensoes (o aumento do niamero de dimensoes prejudica a qualidade

dos resultados obtidos [20, 7]).
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9 CONCLUSAO

Os planos de compilacao obtidos usando o aprendizado de méquina com o
vetor de caracteristicas proposto se aproximou do padrao utilizado pela LLVM
embora nao foi possivel ultrapasséa-lo (apenas em um benchmark foi possivel obter

uma reducao no tempo de execugao).

Em [25] nao foi possivel obter uma melhoria em relagdo ao plano de com-
pilacao ajustado manualmente durante anos pela maquina virtual utilizada mas
foi possivel obter uma diminui¢ao no tempo de inicializacao da maquina virtual.
Nesse trabalho a linguagem Java permitiu extrair um vetor de caracteristicas
maior por possuir um nimero maior de construgoes que a representacao inter-
mediaria da LLVM e o processo de busca de planos de compilagao partiu de

alteragoes aleatorias sobre um plano de compilacao existente.

Planos de compilacao individuais por método deram um aumento de 1% a
2% em relagao ao plano O1 em [9]. No plano de compila¢do O2 nao foi observada
nenhuma melhoria. Os resultados desse trabalho nao mostraram uma vantagem
significativa para planos individuais por funcao embora o uso do aprendizado de
méquina aproximou-se do plano de compilacao padrao da LLVM. Mesmo nao
produzindo vantagem na execucao do programa, esse trabalho permite que o

processo de producgao de heuristicas seja automatizado.

O trabalho de [22] conseguiu garantir um ganho em relagao a transformagao

padrao de loop unrolling usando aprendizado de méquina. Trabalhos seguindo
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a linha de [17] onde é feita a geracao do vetor de caracteristicas usado algorit-
mos genéticos podem ser uma alternativa para a busca de um melhor vetor de

caracteristicas sobre a representacao intermedidria da LLVM.

Os programas de teste e de treino foram escolhidos de forma arbitraria. Nao
se pode garantir que qualquer outra divisao de programas devolveriam o mesmo

resultado.

Pouco se tirou de vantagem da possibilidade de executar o levantamento de
dados sob um cluster (usando MPI) devido ao ruido presente na medi¢ao de
tempo. Esse ruido foi devido, provavelmente, & impossibilidade de garantir o uso

exclusivo do cluster.

Uma alternativa para a medicao de tempo total do programa era medir o
tempo de execugao sobre cada uma das fungoes do programa. O método de ge-
ragao de dados usado nesse trabalho nao é capaz de detectar pequenas melhorias
sobre fungoes pouco executadas ja que essas fungoes contribuirao pouco para o
tempo de execucgao total do programa. Possiveis melhores planos de compila-
¢ao sobre funcgoes especificas podem passar desapercebidos devido ao ruido na

medicao de tempo.

Inicialmente tentou-se usar um esquema de compilagao usando o compilador
JIT presente na LLVM mas devido ao problema que, quando um programa sob
testes finalizava, encerrava também o programa que estava coletando os dados
optou-se por compilagao tradicional. Na compilagao tradicional o programa sobre
teste era executado em um processo separado e coletado seu tempo de execucao

para ser utilizado no processo de aprendizado.

O processo utilizado para a aplicagao de aprendizado de maquina em com-
piladores sobre a LLVM é o legado desse trabalho, ja que trabalhos anteriores

focavam outros arcabougos (geralmente maquinas virtuais). Resultados melhores
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podem ser obtidos apenas realizando extensoes (incluindo direcionar para areas

inexploradas).

O uso da LLVM tem como vantagem a possibilidade de aplicar o processo de
otimizacao usando aprendizado de méquina a qualquer programa que possa ser

convertido em bitcode facilitando a evolucao de protétipo a ferramenta.

9.1 Trabalhos Futuros

O programa que executava testes inicialmente foi projetado de forma a permi-
tir que os planos de compilagao O1, O2 e O3 (do menor nimero de transformagoes
para o maior) fossem utilizados, mas usou-se apenas o plano O1 e as transforma-
¢oes da Tabela 1 foram utilizadas. Um trabalho futuro seria verificar o efeito do

aprendizado de maquina para um ntmero maior de transformacoes.

O vetor de caracteristicas proposto por esse trabalho (Tabela 2) foi o mais
simples possivel para se iniciar qualquer tipo de experimento. Os dados da Tabela
10 sao um bom indicativo que esse vetor pode ser melhorado. Um bom traba-
lho futuro seria pesquisar um método para gerar automaticamente esse vetor de

caracteristicas, partindo talvez de [17].

Assim como o vetor de caracteristicas, a ativacao e desativagao de transfor-
macoes sobre funcoes era a parte do plano de compilacao mais simples de se
modificar. Lembrando que a LLVM possui outros tipos de passo (sobre lagos e
grafo de chamada por exemplo), o aprendizado de maquina pode ser aplicado
sobre outros tipos de passo, nao necessariamente para a ativagao e desativacao
mas para a determinagao de valores numeéricos (usado em heuristicas) como li-
miar para realizar o inline de func¢oes e niimero de replicacoes de lagos no loop

unrolling.

Uma possivel utilidade para a ativacao e desativacao de funcao no plano
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de compilacao é para a reducao do tempo de compilagao. O tempo total de
compilacao nao foi medido nesse experimento, mas apresenta pontencial para
reducdo. Em 30% dos casos nao aplicar a transformacao resultaria em uma
melhoria no tempo de execugao do programa de teste (Tabela 9). Redugao de

tempo que seria interessante para um compilador JIT.

Determinar o que seria um bom programa de treino e de teste é outra possi-
bilidade de trabalho futuro. A divisao utilizada nesse trabalho foi praticamente
arbitraria podendo ser simplesmente sorte o resultado do experimento usando
aprendizado de méaquina ter se aproximado da compilacao padrao da LLVM.
Uma melhoria simples seria variar os programas de treino e teste usando o mé-

todo k-fold |20, 11, 23, 7.

Poder-se-ia refazer o mesmo experimento utilizando programas de teste e
treino especificos de determinada &rea (visdo computacional, computagao quan-
tica, etc.). KEsse experimento seria capaz de esclarecer se o otimizador usando
aprendizado de maquina nao apresentou melhoria em relacao ao padrao devido

ao uso de programas sem enfoque de area como o SPEC.

Partindo de um melhor vetor de caracteristicas, seria interessante determinar
qual algoritmo de aprendizado apresenta o melhor desempenho para a elaboracao
do plano de compilacao. Os dados observados nesse trabalho nao sao suficientes
para assegurar que a regressao logistica (o modelo mais simples quando compa-
rado com SVM e arvore de decisao) é o melhor classificador para a elaboragao de

planos de compilacao.
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