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RESUMO

Este trabalho apresenta os resultados da pesquisa e da aplicação de técni-
cas de GPGPU (General-Purpose computation on Graphics Processing Units)
sobre o sistema de vídeo-avatar com realidade aumentada denominado AV-
Mix. Com o aumento da demanda por gráficos tridimensionais interativos em
tempo real cada vez mais próximos da realidade, as GPUs (Graphics Proces-
sing Units) evoluíram até o estado atual, como um hardware com alto poder
computacional que permite o processamento paralelo de algoritmos sobre um
grande volume de dados. Desta forma, é possível usar esta capacidade para
aumentar o desempenho de algoritmos usados em diversas áreas, tais como
a área de processamento de imagens e visão computacional. A partir das pes-
quisas de trabalhos semelhantes, definiu-se o uso da arquitetura CUDA (Com-
puter Unified Device Architecture) da Nvidia, que facilita a implementação dos
programas executados na GPU e ao mesmo tempo flexibiliza o seu uso, ex-
pondo ao programador o detalhamento de alguns recursos de hardware, como
por exemplo a quantidade de processadores alocados e os diferentes tipos de
memória. Após a reimplementação das rotinas críticas ao desempenho do sis-
tema AVMix (mapa de profundidade, segmentação e interação), os resultados
mostram a viabilidade do uso da GPU para o processamento de algoritmos
paralelos nesta aplicação e a importância da avaliação do algoritmo a ser
implementado em relação a complexidade do cálculo e ao volume de dados
transferidos entre a GPU e a memória principal do computador.

Palavras-chave: GPGPU. Processamento paralelo. Vídeo-avatar. Reali-
dade aumentada. Mapa de profundidade. CUDA.



ABSTRACT

This work presents the results of research and application of GPGPU (Ge-
neral-Purpose computation on Graphics Processing Units) techniques on the
video-avatar system with augmented reality called AVMix. With increasing de-
mand for interactive three-dimensional graphics rendered in real-time and clo-
ser to reality, GPUs (Graphics Processing Units) evolved to the present state
as a high-powered computing hardware enabled to process parallel algorithms
over a large data set. This way, it is possible to use this capability to increase
the performance of algorithms used in several areas, such as image proces-
sing and computer vision. From the research of similar work, it is possible to
define the use of CUDA (Computer Unified Device Architecture) from Nvidia,
which facilitates the implementation of the programs that run on GPU and at
the same time flexibilize its use, exposing to the programmer some details of
hardware such as the number of processors allocated and the different types
of memory. Following the reimplementation of critical performance routines of
AVMix system (depth map, segmentation and interaction), the results show the
viability of using the GPU to process parallel algorithms in this application and
the importance of evaluating the algorithm to be implemented, considering the
complexity of the calculation and the volume of data transferred between the
GPU and the computer’s main memory.

Keywords: GPGPU. Parallel processing. Video-avatar. Augmented reality.
Depth map. CUDA.
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1 INTRODUÇÃO

O presente trabalho dá continuidade ao sistema denominado AVMix, apre-

sentado em Nakamura (2008). O AVMix é um sistema de interação com re-

alidade aumentada responsável pelas atividades de identificação, exibição e

interação de um vídeo-avatar em um ambiente tridimensional. Este sistema,

que será detalhado adiante, implementa alguns algoritmos de visão computaci-

onal e processamento de imagens que possuem requisitos críticos em termos

de tempo de execução. Propõe-se a resolução deste problema através de

técnicas que permitem a execução paralela de algoritmos usando-se placas

aceleradoras gráficas.

Nos últimos anos, a arquitetura das placas aceleradoras gráficas para com-

putadores pessoais, comumente conhecidas como Graphics Processing Units

(Unidades de Processamento Gráfico) ou GPUs evoluiu para um hardware fle-

xível e programável, possibilitando o seu uso em aplicações além da Compu-

tação Gráfica. A sua arquitetura altamente paralela também possibilita que as

aplicações sejam desenvolvidas dentro deste paradigma, possibilitando o au-

mento de desempenho. Apesar da evolução dos processadores de uso geral,

neste texto referidos pela sigla CPU (do inglês Central Processing Unit, Uni-

dade Central de Processamento) para uma arquitetura de múltiplos núcleos,

pode-se verificar na figura 1.1 a maior evolução do poder de processamento

e largura de banda de memória das GPUs neste mesmo período, motivada

principalmente pela alta demanda do mercado por gráficos tridimensionais in-
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terativos em alta resolução e realistas, processados em tempo real, conforme

levantado por Nvidia (2011a).

Figura 1.1: Evolução da capacidade de processamento em ponto flutuante
e da largura de banda entre o processador e a memória das GPUs e CPUs
(NVIDIA, 2011a).

O desenvolvimento desta arquitetura paralela possibilitou a criação de téc-

nicas que possibilitam o uso das GPUs como um co-processador que auxilia

a CPU na execução de programas, resultando em um ganho significativo de

desempenho na maioria dos casos. Dentro da área de realidade aumentada

e jogos eletrônicos, esta distribuição no processamento entre a CPU e GPU

possibilita a liberação dos recursos computacionais para o processamento de

outras tarefas, como por exemplo o processamento de sons, o cálculo de inte-

rações entre os objetos presentes dentro de um ambiente virtual e a interpre-

tação das interações entre o usuário e o computador. As técnicas que usam a

GPU para processamento de algoritmos em geral podem ser agrupadas sob

o termo GPGPU (sigla criada a partir da expressão inglesa General-Purpose

computation on GPUs, Computação de Propósito Geral em GPUs) (GPGPU,

2002), e o seu uso permite o desenvolvimento de aplicações de alto desem-

penho em várias áreas de conhecimento, como, por exemplo, a área de visão

computacional, processamento de imagens, processamento de algoritmos fí-
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sicos, entre outros.

1.1 Objetivo

O cenário apresentado na introdução é o motivo do desenvolvimento deste

trabalho, que tem o objetivo de avaliar as implementações das rotinas críticas

ao desempenho do sistema AVMix e propor novas implementações utilizando

técnicas atualizadas de GPGPU, visando o aumento do desempenho geral

deste sistema. Ao mesmo tempo, o trabalho também avalia o processo de

desenvolvimento e adaptação de algoritmos para GPGPU, através de para-

digmas de desenvolvimento atualizados (como através das linguagens CUDA

ou OpenCL).

1.2 Organização do Texto

Este texto é organizado da seguinte forma: no capítulo 2, serão apresen-

tados os aspectos conceituais referentes ao processamento paralelo de algo-

ritmos. Também serão mostrados alguns conceitos importantes referentes a

realidade aumentada e a sua relação com as áreas de visão computacional e

processamento de imagens. Em seguida, será apresentada a evolução das

GPUs até o seu estado atual, representada por uma arquitetura unificada que

possibilita o seu uso para processamento geral. O capítulo 3 detalha o sistema

AVMix, que será utilizado para o desenvolvimento deste trabalho. Depois, o

capítulo 4 mostra alguns trabalhos realizados que envolvem o uso da GPGPU,

e com foco nas áreas de conhecimento usadas pelo AVMix. O capítulo 5 des-

creve a metodologia usada para implementação e avaliação dos algoritmos

críticos do AVMix implementados com as técnicas de GPGPU. Os resultados

dos testes realizados após a implementação são apresentados e discutidos
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no capítulo 6. O capítulo 7 apresenta as conclusões e considerações finais

deste trabalho.
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2 FUNDAMENTAÇÃO TEÓRICA

Para explicar a motivação do uso da GPU para processamento de algo-

ritmos gerais, deve-se antes entender a evolução ocorrida nas áreas de pro-

cessamento paralelo, da computação gráfica e o desenvolvimento das GPUs,

possibilitando a sua transformação de uma unidade dedicada para uma uni-

dade de processamento geral.

2.1 Processamento Paralelo de Algoritmos

Como apresentado em Duncan (1990), foi possível verificar a introdução

de uma grande variedade de arquiteturas computacionais para o processa-

mento paralelo e que possibilitou o aumento de desempenho dos sistemas

computacionais. Culler, Gupta e Singh (1997) dizem que este aumento deve-

-se ao avanço da tecnologia VLSI (very-large scale integration, ou integração

em escala muito grande), que permitiu alocar um número cada vez maior de

transístores em um chip, e ao mesmo tempo aumentar sua frequência de re-

lógio (clock rate). Culler, Gupta e Singh (1997) observam também um ciclo

evolutivo onde este aumento de desempenho permite o aumento nas funcio-

nalidades das aplicações computacionais, ocasionando a uma nova demanda

por desempenho destas aplicações, e assim sucessivamente. Apesar destes

avanços na área de hardware, tradicionalmente o software tem sido desenvol-

vido considerando-se um fluxo serializado de execução, o que muitas vezes
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impede o aproveitamento máximo do processador.

Para possibilitar o uso mais eficiente dos processadores atuais, compostos

por múltiplos elementos de processamento, é possível desenvolver o software

com o emprego de técnicas de programação paralela. Estas técnicas basica-

mente baseiam-se no uso de rotinas de comunicação e sincronização entre

os múltiplos elementos de processamento, possibilitando a colaboração mú-

tua para a resolução de um problema. Skillicorn e Talia (1998) mostram que o

processamento paralelo é dependente de três componentes: os processado-

res, os módulos de memória e os elementos de comunicação.

Duncan (1990) e Culler, Gupta e Singh (1997) classificam os sistemas pa-

ralelos através da taxonomia de Flynn, que caracteriza os sistemas paralelos

conforme a quantidade de instruções executadas e a quantidade de dados pro-

cessados em um determinado instante de tempo. Considerando-se estes dois

parâmetros, os sistemas paralelos podem ser classificados em quatro tipos:

• SISD (Single Instruction Single Data): Sistema tradicional serializado,

que executa uma determinada instrução sobre um único conjunto de da-

dos;

• SIMD (Single Instruction Multiple Data): Sistema onde uma instrução em

comum é executada sobre um conjunto variado de dados em paralelo;

• MISD (Multiple Instruction Single Data): Sistema onde várias instruções

são executadas em paralelo sobre um único conjunto de dados;

• MIMD (Multiple Instruction Multiple Data): Sistema onde várias instru-

ções são executadas sobre vários conjuntos de dados em paralelo.

Skillicorn e Talia (1998) apresentam uma classificação de acordo com o

modelo de comunicação adotado pela arquitetura paralela:
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• Passagem de mensagem;

• Transferência de dados através de memória compartilhada;

• Acesso direto à memória remota.

Também de acordo com Skillicorn e Talia (1998), um modelo de computa-

ção paralela é uma interface que separa as propriedades de alto e de baixo

nível, definindo uma máquina abstrata que provê certas operações para o ní-

vel mais alto e requer a implementação destas funções para o nível abaixo.

Este modelo foi desenvolvido visando separar os interesses da programação

e da execução paralela.

2.2 Realidade Aumentada

A realidade aumentada (augmented reality), ou RA, é um conceito variante

da realidade virtual (virtual reality) que permite a disposição de objetos virtu-

ais dentro de um ambiente real, complementando-o. A diferença em relação

a realidade virtual reside no fato de que neste último o usuário é inserido den-

tro de um ambiente completamente sintético, sem elementos pertencentes ao

ambiente real. Milgram e Kishino (1994) expande a classificação destes con-

ceitos, definindo o espaço contínuo da virtualidade (virtual continuum), apre-

sentado na figura 2.1. Nesta definição, a realidade virtual é classificada como

sendo uma representação completamente sintética de um ambiente e seus

objetos, em oposição ao ambiente real. De forma intermediária, são definidos

os conceitos de realidade aumentada e virtualidade aumentada (augmented

virtuality), no qual objetos reais são inseridos dentro de um ambiente sintético.

Estes dois últimos compõem a chamada realidade mista (mixed reality).

Assim como definido em Nakamura (2008), este trabalho considera o uso
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Figura 2.1: Espaço contínuo da virtualidade (MILGRAM; KISHINO, 1994).

mais abrangente do termo realidade aumentada, onde o mesmo designa os

ambientes denominados como realidade mista em Milgram e Kishino (1994).

A figura 2.2 mostra o conceito de um jogo de pôquer em realidade aumentada.

Para evitar a associação da realidade aumentada ao uso de dispositivos

e tecnologias específicos, Azuma (1997) define as seguintes características

como sendo necessárias aos sistemas de RA:

1. Combinação de real e virtual;

2. Interação em tempo real;

3. Registro em 3D.

O conceito do registro refere-se à correspondência de duas imagens dis-

tintas, porém relacionadas, como exemplificado por Gonzales e Woods (2000)

em uma situação onde duas imagens de uma mesma cena podem ser obtidas

de pontos de vista diferenciados. Especificamente na área de realidade au-

mentada, este conceito é usado para descrever os alinhamentos geométricos

das entidades reais e virtuais existentes em uma cena (NAKAMURA, 2008).
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Figura 2.2: Conceito de um jogo de pôquer em realidade aumentada, onde os
usuários reais estão imersos em um ambiente virtual (TOKUNAGA, 2010).

2.3 Visão Computacional e Processamento de
Imagens

A área de imagens computacionais (computer imaging) pode ser definida

como a aquisição e o processamento de informações visuais pelo computador

(UMBAUGH, 1997). Esta área pode ser dividida em visão computacional e pro-

cessamento de imagens. No primeiro caso, os resultados do processamento

geram dados a serem usados pelo computador, enquanto que no segundo

caso as imagens resultantes são processadas visando-se o uso humano. Ve-

lho, Frery e Gomes (2008) associam ainda as áreas de computação gráfica

e processamento de dados, definindo-as conforme a natureza das entradas e

saídas, como mostrado na figura 2.3.

A visão computacional é um tópico importante, pois oferece as técnicas
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Figura 2.3: Organização das áreas de processamento de dados, computação
gráfica, processamento de imagens e visão computacional conforme os domí-
nios de entrada e saída (VELHO; FRERY; GOMES, 2008).

usadas na resolução de problemas de outras áreas, como por exemplo, a de

realidade aumentada, onde a computação do registro (correspondência geo-

métrica entre os objetos e/ou ambientes reais e virtuais) pode ser feita através

de imagens obtidas por câmeras de vídeo, em uma opção de baixo custo,

porém visando maximizar o aumento no desempenho, precisão, robustez e

acessibilidade (BIMBER; RASKAR, 2005). Neste exemplo, é possível identificar

as seguintes tarefas de visão computacional (ZITOVA; FLUSSER, 2003):

1. Detecção de características, tais como regiões fechadas, bordas, contor-

nos, intersecções de linhas, arestas, entre outras;

2. Correspondência entre as características detectadas em uma imagem

com as presentes em uma imagem de referência;
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3. Estimativa de transformação do modelo, onde os parâmetros das fun-

ções de mapeamento são obtidos através da correspondência das ca-

racterísticas detectadas com a referência;

4. Reamostragem da imagem e transformação, onde a imagem obtida é

processada com o uso das funções de mapeamento, para a aplicação

da técnica de interpolação adequada.

2.4 GPU

Como já descrito brevemente no capítulo 1, desde 2003 as GPUs tem

apresentado um aumento de desempenho na execução de funções em ponto

flutuante em relação às CPUs. A diferença de desempenho do primeiro chega

a ser uma ordem de grandeza maior em relação ao segundo (NVIDIA, 2011a).

Tecnicamente, a diferença de desempenho entre a CPU e a GPU pode ser

explicada na diferença das filosofias de projetos entre estes dois tipos de pro-

cessadores: A CPU foi projetada visando a otimização de desempenho para

programas sequenciais, através do uso de um sofisticado controle de lógica

que permite instruções de uma thread única seja executada em paralelo ou

mesmo fora de ordem, porém mantendo a impressão de que foi executado

sequencialmente, e de uma grande quantidade de memória cache usada para

reduzir a latência de acesso aos dados e instruções das aplicações, enquanto

que a GPU prevê o cálculo de muitas operações de ponto flutuante, através

da execução de várias threads, que podem executar tarefas paralelamente

enquanto outras aguardam o acesso à memória, minimizando o controle de

lógica requerido para thread executada. Somente uma pequena quantidade

de memória cache é fornecida, visando auxiliar o requisito de banda das apli-

cações, evitando a necessidade de recuperação de dados através do acesso
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à memória principal. Em termos físicos, isso significa que a área de um chip

será ocupada pelos processadores, e não pela memória.

Figura 2.4: Ilustração da diferença arquitetural entre a CPU e GPU. (NVIDIA,
2011a).

As GPUs foram dimensionadas para resolver problemas possíveis de se-

rem modelados através de computações onde os dados podem ser tratados

paralelamente, ou seja, a aplicação de um algoritmo paralelamente sobre um

conjunto de dados, com uma alta intensidade aritmética. Esta característica

do mesmo programa ser executado em paralelo permite a diminuição da ne-

cessidade de um controle de fluxo sofisticado, e a alta intensidade aritmética

faz com que a latência do acesso a memória possa ser escondida com cálcu-

los ao invés da manutenção dos dados na memória cache.

2.4.1 Pipeline Gráfico

A tarefa de qualquer sistema gráfico 3D interativo é sintetizar imagens

a partir de uma descrição de uma cena, com uma taxa de atualização que

ofereça a sensação de movimento ao sistema de visão humano. Uma taxa

desejada para o suporte de cenas animadas é algo em torno de 20 imagens,

ou quadros, apresentados por segundo (KIRNER; SISCOUTTO, 2007). Esta cena
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geralmente é criada usando-se primitivas geométricas que compõem os obje-

tos, assim como as descrições da iluminação, da reflexão da luz pelos objetos

e a posição e orientação do visualizador da cena.

Os projetistas das GPUs e as APIs (Application Programming Interface)

como o Direct3D e o OpenGL tradicionalmente expressam este processo de

síntese da imagem como um pipeline com fases especializadas que podem

ser executadas em paralelo, onde cada fase recebe como entrada o resultado

obtido na fase anterior. Este pipeline, considerando sete fases, é apresentado

na figura 2.5. Através desta figura, nota-se que o pipeline de processamento

gráfico realiza operações sobre quatro entidades fundamentais: vértices, pri-

mitivas, fragmentos e pixels.

Figura 2.5: Pipeline gráfico adotado pelos hardwares gráficos atualmente. As
fases do processamento de vértices, de primitivas e de fragmentos podem ser
programados pelo usuário. Baseado em (FATAHALIAN; HOUSTON, 2008).

As APIs gráficas representam as superfícies como um conjunto de primiti-
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vas geométricas simples, como pontos, vetores e triângulos. Cada primitiva,

por sua vez, é definida por um conjunto de vértices, onde cada registro é

basicamente composto pela sua posição em um determinado sistema de co-

ordenadas e de valores para parâmetros como cor da superfície e orientação

de seu vetor normal. Uma vez que todos os vértices estejam representados

em um sistema de coordenadas homogêneo, o processador de vértices pode

realizar uma determinada operação em cada vértice de forma independente.

A principal função de um processador de vértices é calcular a imagem de

saída bidimensional a partir da projeção do vértice.

A geração de primitivas realiza o agrupamento dos vértices obtidos da fase

anterior em um fluxo de primitivas que serão ordenadas conforme a topologia

dos vértices fornecida pela aplicação. O processamento de primitivas ocorre

em cada primitiva para produzir um novo conjunto de primitivas, que pode ser

maior ou menor que o conjunto de entrada, conforme a distância da câmera

virtual.

A geração de fragmentos, ou rasterização, envolve a amostragem de cada

primitiva no espaço da tela, para gerar registros contendo a posição da ima-

gem neste espaço. O processamento dos fragmentos é responsável pela de-

terminação de parâmetros como cor e opacidade em cada fragmento amos-

trado, obtida após a simulação da interação da luz com a cena. Após esta

computação, são realizadas as operações por pixel, onde a posição da tela

de cada fragmento é usada para calcular a contribuição nos pixels que serão

exibidos na imagem de saída. Nesta fase, são consideradas a distância da

câmera virtual e a oclusão entre os objetos.

Recentemente, as GPUs e as APIs substituíram o pipeline gráfico tradi-

cional por uma arquitetura unificada na qual os processadores customizados

para o processamento de vértices, primitivas e fragmentos foram substituídos
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por um grande conjunto de processadores gerais, responsáveis pelo processa-

mento de todas estas fases. Na área de processamento gráfico, esta evolução

permitiu uma melhor utilização dos processadores, uma vez que a taxa de exe-

cução dos programas de shader varia de acordo com a natureza da aplicação

(LUEBKE; HUMPHREYS, 2007). Luebke e Humphreys (2007) apresentam um

exemplo onde são citadas as situações do processamento de ambiente con-

tendo um céu e terrenos distantes, através de triângulos grandes, que satura

o processamento de fragmentos e mantém os processadores de vértices sem

tarefas; por outro lado, esta mesma aplicação pode usar uma geometria deta-

lhada para representar personagens e objetos; neste caso, os processadores

de vértices são usados, enquanto que os processadores de fragmentos ficam

sem tarefas. A arquitetura unificada permite, desta maneira, alocar de forma

mais adequada a quantidade de processadores conforme a necessidade de

cada uma destas situações.

2.4.2 Shaders

Pela descrição do processamento realizado pelo pipeline gráfico, nota-se

que as fases de processamento de vértices, primitivas e fragmentos envolvem

a execução de programas sobre os dados de entrada. Conforme apresentado

por Owens et al. (2007), historicamente, estes programas eram representados

por rotinas fixas, onde o número limitado de operações disponíveis em cada

estágio fazia com que tarefas específicas ficassem restritas a estas opera-

ções. Baseado no sucesso de sistemas de renderização offline, como o Ren-

derMan da Pixar (APODACA; MANTLE, 1990), estas fases do pipeline ganharam

flexibilidade, permitindo ao desenvolvedor programá-los com a função a ser

executada.

Para isto, foram criadas as funções de shader, que possibilitam a pro-
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gramação do comportamento da aplicação nestas fases de processamento

de vértices, de primitivas e de fragmentos. Neste contexto, as funções fixas

para as operações na fase do processamento de vértices são substituídas por

um programa de vértices (vertex program) e as funções fixas no processador

de fragmentos são substituídas por programas de fragmentos (fragment pro-

gram). Para facilitar o desenvolvimento destes programas dentro da área de

processamento 3D em tempo real, algumas linguagens de alto nível foram

criadas, dentre as quais as mais usadas são as seguintes:

• OpenGL Shading Language (GLSL): Linguagem de shader desenvolvida

para ser usada juntamente com o OpenGL (OPENGL, 2011);

• Cg: Linguagem de programação criada pela Nvidia, que se destaca pela

independência de API (NVIDIA, 2011c);

• DirectX High-Level Shader Language (HLSL): Linguagem de shader de-

senvolvida pela Microsoft para ser usada com o DirectX, é similar ao Cg

da Nvidia (MICROSOFT, 2011).

Os programas desenvolvidos através destas linguagens geralmente são

compilados e então executados pelos drivers gráficos em tempo de execução.

A capacidade de programação destes estágios do pipeline permitiu o avanço

da computação de propósito geral na GPU.

2.5 GPGPU

O aumento do desempenho juntamente com a possibilidade de programa-

ção nas fases de processamento de vértices e de fragmentos possibilitou aos

desenvolvedores moverem as rotinas computacionais mais intensas de um
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software para a GPU. Como será detalhada nas seções subsequentes, inici-

almente a programação destas rotinas era realizada através da programação

usando as APIs gráficas, evoluindo para a possibilidade do uso dos shaders,

e somente recentemente surgiram iniciativas para facilitar a programação de

funções gerais na GPU (WU; LIU, 2008).

2.5.1 Modelo Tradicional

O modelo de programação na GPU tradicional é baseado no modelo de

programação por fluxo de dados (stream programming model), onde o para-

lelismo e a comunicação dentro da aplicação são definidos pela estruturação

dos dados dentro destes fluxos, que serão computados por kernels que exe-

cutam operações aritméticas. As cenas renderizadas pelas placas gráficas ge-

ralmente possuem mais fragmentos que vértices; desta forma, um programa

típico de GPGPU usa o processador de fragmentos como unidade de pro-

cessamento paralelo. O programa deve ser estruturado da seguinte maneira

(OWENS et al., 2007):

1. O programador deve determinar a porção do programa que possui da-

dos que podem ser processados em paralelo. A aplicação deve então

ser segmentada em seções paralelas independentes. Cada uma dessas

seções pode ser considerada um kernel e deve ser implementado como

um programa de fragmento. Os dados de entrada e saída de cada ker-

nel devem ser tratados como um conjunto de dados e armazenados na

memória de textura da GPU;

2. Para executar um kernel, a faixa que será computada deve ser especi-

ficada. O programador pode fazer isso passando informações dos vérti-

ces para a GPU. Uma chamada típica é um quadrilátero orientado para-
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lelamente ao plano da imagem, e dimensionado para cobrir uma região

retangular de pixels que cubra o tamanho desejado do conjunto de da-

dos de saída;

3. O rasterizador gera um fragmento para cada pixel contido no quadrilá-

tero, podendo produzir até milhões de fragmentos;

4. Cada fragmento gerado é então processado pelo programa de fragmento

ativo. Deve-se notar que cada fragmento é processado pelo mesmo

programa. O programa pode ler posições arbitrárias da memória, porém

só pode gravar em posições correspondentes a localização do fragmento

no buffer do frame;

5. A saída do programa de fragmento são valores gerados para cada frag-

mento, que podem representar o resultado final da computação ou pode

ser armazenado como textura e então ser usado em outra computação,

como é comum acontecer em aplicações complexas, que podem neces-

sitar de múltiplas passagens pelo pipeline.

Deve-se ressaltar que a programação destes programas deviam ser fei-

tas através do uso de uma API gráfica que permitisse o acesso aos núcleos

do processador gráfico, gerando a necessidade de se utilizar o OpenGL ou

DirectX. Esta abordagem evoluiu para possibilitar o uso das linguagens de

shaders.

2.5.2 APIs para Desenvolvimento GPGPU

Como foi possível perceber, a abordagem inicial para o uso de técnicas

de GPGPU está muito ligada ao funcionamento do pipeline gráfico, na qual

um algoritmo geral deve ser apresentado na forma de um algoritmo gráfico,

dificultando sua utilização por desenvolvedores leigos na área de computação
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gráfica. Desta maneira, é desejável a utilização de um modelo de programa-

ção mais próxima à programação geral. Um dos primeiros trabalhos visando

esta facilidade foi apresentado por Buck et al. (2004), através do Brook, que é

um ambiente de programação que oferece uma API que expõe a GPU como

um co-processador de fluxo de dados, possibilitando o seu processamento de

forma paralela. A API minimiza a necessidade de conhecer profundamente as

linguagens de shader para a programação. Esta abordagem evoluiu para as

ferramentas existentes atualmente e apresentadas brevemente abaixo:

CUDA

A arquitetura CUDA (Computer Unified Device Architecture) oferece um

modelo de processamento e programação paralela, através de um ambiente

de software que estende a linguagem C, e foi projetado para facilitar a trans-

posição do desafio de criar softwares que aproveitem o poder dos múltiplos

processadores de uma GPU. Desenvolvido pela Nvidia, o uso desta arquite-

tura implica na necessidade que a GPU a ser usada seja desta empresa e com

os recursos habilitados para o uso da CUDA, a partir da arquitetura unificada

denominada “Tesla” (também conhecida pelo código G80) e disponível a par-

tir das placas gráficas da série GeForce 8, lançada no mercado consumidor

em 2006 (NICKOLLS; DALLY, 2010). As ferramentas de desenvolvimento foram

disponibilizadas em 2007.

Por ser a tecnologia usada para o desenvolvimento deste trabalho, as par-

ticularidades desta arquitetura serão detalhadas na seção 5.2.

Open CL

O OpenCL é um framework que visa padronizar a programação paralela

em diversos processadores modernos. Este padrão é mantido pelo Khronos

Group (o mesmo grupo que mantém as especificações do OpenGL) e possui
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o suporte de diversas empresas e instituições associadas (OPENCL, 2011).

As abstrações apresentadas por este padrão definem funcionalidades prin-

cipais que são suportadas por diversos dispositivos, como as GPUs, as CPUs,

processadores digitais de sinais (STONE; GOHARA; SHI, 2010). Porém, assim

como ocorre com o OpenGL, a especificação permite que cada fabricante

disponibilize características exclusivas de seu hardware e interfaces de pro-

gramação experimentais, para benefício dos programadores.

Direct Compute

Assim como a CUDA e o OpenCL, o DirectCompute é uma API fornecida

pela Microsoft que possibilita o desenvolvimento de rotinas em GPGPU junta-

mente com o DirectX, sem a necessidade de usar uma segunda API para a

execução destas funções (MICROSOFT, 2010).
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3 CONTEXTO: SISTEMA AVMIX

O AVMix é um sistema de software para a geração de vídeo-avatar com in-

teração tridimensional, apresentado originalmente por Nakamura (2008). Este

mesmo trabalho apresenta a definição de vídeo-avatar como uma represen-

tação virtual baseada na imagem de um usuário humano, obtida através de

um dispositivo de aquisição de vídeo e atualizada em tempo real. A figura 3.1

apresenta a tela da aplicação de testes do sistema.

Figura 3.1: Tela da aplicação de testes do sistema AVMix (NAKAMURA, 2008).

Este sistema pode ser dividido em cinco módulos, ilustrados na figura 3.2

e detalhados adiante.
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Figura 3.2: Visão geral do sistema AVMix e sua divisão nos módulos de aqui-
sição, segmentação, mapa de profundidade, composição e interação (NAKA-
MURA, 2008).

3.1 Aquisição

Sistema responsável pela obtenção dos quadros de vídeo que serão pro-

cessados pelo sistema, de duas formas principais: a partir de um par de câme-

ras, ou através de quadro de vídeos capturados previamente e gravadas como

imagens em disco. A configuração usada no sistema é ilustrada na figura 3.3.

Este módulo também é responsável pela calibração das câmeras e pela re-

alização da operação de retificação sobre as imagens. Este processo consiste

em determinar um novo plano de imagem γ correspondente a uma configura-

ção de câmeras com suas lentes alinhadas e eixos ópticos paralelos.
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Figura 3.3: Diagrama que mostra a configuração usada para a aquisição das
imagens de entrada através de câmeras de vídeo (NAKAMURA, 2008).

3.2 Segmentação

Sistema responsável pelo processamento das imagens obtidas no módulo

de aquisição. No AVMix, a segmentação faz a subtração de fundo a partir de

uma imagem de referência estática. Esta configuração é possível devido ao

arranjo das câmeras de vídeo, que são fixas, e a premissa de que a imagem

do fundo não sofre grandes alterações durante a obtenção do vídeo.

A subtração do fundo é feita pixel a pixel entre o quadro capturado e a

imagem de referência. Depois, é realizada a limiarização sobre a imagem

resultante, através da equação 3.1, gerando uma máscara binária que pode

ser usada para segmentar o fundo. Na equação, o valor O(i, j) corresponde ao

valor da máscara na posição (i, j) da imagem, definido pela diferença do valor

de I(i, j) da imagem capturada com o valor R(i, j) da imagem de referência.

O limite indica um valor de corte que permite definir se determinado pixel é

considerado ou não pertencente ao fundo a ser removido. Os ruídos são

minimizados através das operações de dilatação e erosão sobre a máscara



37

obtida. Este processo é ilustrado na figura 3.4.

O(i, j) =


I(i, j) se |I(i, j) − R(i, j)| > limite

0 se |I(i, j) − R(i, j)| ≤ limite
(3.1)

Figura 3.4: Algoritmo de segmentação usado no AVMix: (a) imagem de refe-
rência do fundo; (b) imagem capturada pela câmera; (c) máscara obtida por
subtração e limiarização das duas imagens anteriores; (d) imagem final resul-
tante (NAKAMURA, 2008).

3.3 Mapa de Profundidade

Sistema responsável pela geração de um mapa de profundidade a partir

do par de imagens segmentados e retificados, após a aplicação de uma trans-

formação de projeção nas imagens para que as mesmas fiquem situadas no

mesmo plano. Originalmente, este módulo suporta a execução com o uso de

múltiplas threads, para o aumento do desempenho. A figura 3.5 ilustra um
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exemplo de mapa resultante da análise do par de imagens.

Figura 3.5: Exemplo de obtenção do mapa de profundidade; (a) visão es-
querda; (b) visão direita; (c) mapa de profundidade ideal resultante (MIDDLE-
BURY, 2002).

A partir das imagens retificadas com o fundo removido, é possível calcular

a disparidade entre as mesmas. Para o cálculo da disparidade entre as duas

imagens, foi adotado um algoritmo local que analisa uma vizinhança finita de

cada ponto no par de imagens para calcular uma estimativa de similaridade

entre elas. A discrepância mínima entre as imagens é calculada através do

quadrado da diferença entre os pontos correspondentes dela. Scharstein e

Szeliski (2002) propõem que esta função de discrepância seja executada so-

bre uma janela retangular de tamanho pré-definido. Isso resulta na equação

3.2, onde E é a discrepância entre um pixel (r, s) da imagem esquerda e um

pixel (t, u) da imagem direita, N e o tamanho fixo da janela avaliada,C é o nú-

mero de canais de cor da imagem (3 para imagens coloridas RGB e 1 para

escala de cinza). QE (r, s, i) corresponde ao i-ésimo canal de cor de um pixel

da imagem esquerda e QD (t, u, i) corresponde ao i-ésimo canal de cor de um

pixel da imagem direita.

E (IE, ID) = E (r, s, t, u) =
N/2∑

i=−N/2

N/2∑
j=−N/2

C∑
k=1

[
QE (r + j, s + i, k) − QD (t + j, u + i, k)

]2

(3.2)
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3.4 Composição

Sistema responsável pela construção de uma representação visual do ví-

deo-avatar, a ser fornecida para as aplicações usuárias. A abordagem para

a representação é a mesma apresentado por Siscoutto (2003), com o uso

de um modelo geométrico plano com a imagem segmentada do vídeo-avatar

aplicada como textura sobre o mesmo.

3.5 Interação

Sistema responsável pelos serviços de interação do usuário com os outros

objetos virtuais do ambiente no qual ele está inserido. Permite detectar a

colisão entre o modelo do vídeo-avatar e outros objetos do ambiente virtual no

qual ele está inserido. O modelo de colisão usado pelo avatar é baseado na

octree.

A octree é uma estrutura de dados organizada na forma de uma árvore,

cuja raiz representa um volume finito em um espaço 3D que pode ser subdi-

vidido em três planos perpendiculares que geram oito novos volumes, repre-

sentados como seus filhos e que são chamados octantes. Este processo de

subdivisão ocorre recursivamente para cada um dos filhos até que algum crité-

rio de parada da recursão seja atendido. Usualmente a profundidade da octree

é limitada entre 5 ou 6 níveis, devido a grande quantidade de nós necessários

para representar níveis de profundidade maiores (ERICSSON, 2005).

O processo da construção da octree é feita a partir de um mapa de profun-

didade representado em escala de cinza, onde pixels mais claros representam

objetos mais próximos. Inicialmente, os pixels do mapa de profundidade são

convertidos em coordenadas tridimensionais, usando as equações 3.3, 3.4 e
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3.5, onde α e β são parâmetros usados para a calibração da câmera de vídeo

e W e H são as dimensões da imagem capturada em pixels (CHEN et al., 2002).

xi j = di j · tanα ·
i − W

2
W
2

(3.3)

yi j = di j · tan β ·
H
2 − j

H
2

(3.4)

zi j = di j (3.5)

Após a conversão, cada ponto (xi j, yi j, zi j) é classificado dentro do volume

representado pelos nós da octree para a obtenção de um modelo que repre-

sente este objeto. Visando o uso eficiente da memória, a octree é represen-

tada linearmente através de um vetor, onde cada nó em cada nível é alocado

previamente. Através da equação 3.6, que calcula o número de nós para

uma octree de profundidade D, é possível notar o crescimento exponencial do

número de nós conforme o aumento do nível de profundidade. Nesta aborda-

gem, caso o nó ocupe a posição P do vetor, seus filhos irão ocupar as posições

8P+1 até a 8P+8. A partir destas relações, é possível a iteração sobre os nós

da octree dentro do vetor.

N =
D∑

i=0

8i (3.6)

O acesso as folhas da octree pode ser feito usando-se uma técnica base-

ada em hash chamada códigos de Morton, que convertem um ponto (x, y, z)

de um espaço tridimensional em um índice do vetor responsável pelo arma-

zenamento da octree, desde que os seus filhos sejam armazenados em uma

ordem coerente em relação ao código obtido.
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O código de Morton pode ser calculado usando-se as equações 3.7, 3.8 e

3.9 e os valores (x, y, z)min e (x, y, z)max correspondem aos limites volumétricos

da octree no espaço 3D. Nestas equações, N é um número inteiro igual ou

maior que a profundidade da octree. A função trunc(x) retorna um número

inteiro correspondente a x sem a parte fracionaria. A função intercalar(A, B,C)

retorna um numero obtido pela composição dos bits de A, B e C intercalados

sucessivamente. Ou seja, se A = (a1a2a3...)2, B = (b1b2b3...)2 e C = (c1c2c3...)2,

o retorno desta função é (a1b1c1a2b2c2a3b3c3...)2.

Mx = trunc
(

x − xmin

xmax − xmin
· 2N

)
(3.7)

My = trunc
(

y − ymin

ymax − ymin
· 2N

)
(3.8)

Mz = trunc
(

z − zmin

zmax − zmin
· 2N

)
(3.9)

M = intercalar
(
Mx,My,Mz

)
(3.10)

A utilização dos códigos de posição de Morton permite que a classificação

dos pontos do vídeo-avatar na estrutura da octree seja feita da seguinte forma:

primeiramente, calcula-se o código de Morton correspondente à posição de

um ponto. Em seguida, altera-se o valor da folha indexada por aquele código,

indicando que aquele volume do espaço está preenchido pelo vídeo-avatar.

Depois que todos os pontos foram classificados, a informação presente nas

folhas deve ser propagada recursivamente para os demais nós da árvore. O

número de operações necessário para construir a octree segundo esta aborda-

gem é dado pela eq. 3.11, onde P é o número de pontos a serem classificados.
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A segunda parcela da equação corresponde ao número de nós da árvore, que

precisam ser acessados para propagar a informação recursivamente.

NOP = P +
D∑

i=0

8i (3.11)
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4 REVISÃO DA LITERATURA

Este capítulo apresenta uma revisão de trabalhos relacionados com imple-

mentações de algoritmos usando técnicas de GPGPU, dentro das áreas de

aplicação nas quais o sistema AVMix pode ser classificado.

4.1 Áreas de Aplicação

Com o advento do uso da GPU para processamento de aplicações gerais,

várias pesquisas e implementações tem sido feitas nas mais diversas áreas

de atuação. Nesta seção, serão apresentados alguns trabalhos que usam a

GPU em suas implementações, com destaque aos que envolvem as áreas de

Visão Computacional e Processamento de Imagens. Owens et al. (2007) apre-

sentam um levantamento de pesquisas e implementações que fazem uso do

modelo GPGPU, anterior ao advento de ferramentas que facilitam a programa-

ção na GPU; desta forma, muitas das limitações e das técnicas apresentadas

envolvem o uso de linguagens de shaders para a o processamento dos dados.

Mesmo assim, fica evidente a relação entre a alta capacidade computacional

apresentada pela GPU e o seu baixo custo. Outro ponto interessante do artigo

é que o levantamento foi feito segmentando-se os trabalhos por área de atu-

ação, que serão replicadas para facilitar a classificação de trabalhos posterio-

res, com prioridade a trabalhos relacionados às áreas de visão computacional

e processamento de imagens.
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4.1.1 Processamento de Imagens

Na área de processamento de imagens e sinais, Owens et al. (2007) co-

mentam os ganhos nas seguintes técnicas: segmentação de imagens, limia-

rização de imagens e obtenção do mapa de profundidade. Implementações

que utilizam a CUDA são demonstradas por Yang, Zhu e Pu (2008), através

de algoritmos para equalização de histogramas, algoritmo de remoção de nu-

vens e transformada discreta de cossenos (DCT). Zhang, Chen e Wang (2010)

mostram uma implementação do algoritmo de Sobel usado, por exemplo, na

detecção de bordas, com ganho de 25,3x para imagens de 2048x2048 pixels

de resolução, e um filtro homomórfico usado na remoção de efeitos indesejá-

veis na imagem, como a não uniformidade da fonte de luz, com um ganho de

aproximadamente 40x.

4.1.2 Visão Computacional

Dentro da área de visão computacional, existem diversos estudos que vi-

sam portar a implementação de técnicas para a GPU. Dentre os tópicos mais

estudados, como citado por Yang e Pollefeys (2005), está a pesquisa para a

obtenção do mapa de profundidade a partir de um par de imagens estereos-

cópicas.

Rosenberg et al. (2006) e Gibson e Marques (2008) apresentam um tra-

balho para a obtenção de imagens estereoscópicas com a implementação,

com o uso da GPGPU, do algoritmo SGM (Semi-Global Matching). Este algo-

ritmo é detalhado em Hirschmuller (2005). No primeiro caso (ROSENBERG et

al., 2006), a implementação foi feita usando-se o modelo GPGPU através da

linguagem de shader Cg. No segundo (GIBSON; MARQUES, 2008), foi usado a

CUDA, onde o autor indica que foi possível obter um ganho de desempenho
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de 4x em relação ao algoritmo original.

Zhang et al. (2009) apresentam uma outra abordagem para a detecção

de correspondência estereográfica, através do algoritmo BFV (bitwise fast vo-

ting), que identifica as disparidades confiáveis, através de uma verificação cru-

zada dos mapas de disparidades. O maior custo computacional se traduz em

um mapa de disparidades com mais qualidade, porém ainda assim foi possível

obter uma taxa de 12 quadros por segundo, com um aumento de desempenho

de 52x em relação a implementação sequencial.

Humenberger et al. (2010) revisitam os trabalhos de detecção de profundi-

dade acima e outros trabalhos, e fazem uma comparação da implementação

de um algoritmo de correspondência estereográfica usando a soma das dife-

renças absolutas em diversas plataformas, onde além da GPU e da CPU, foi

incluída uma implementação em um processador digital de sinais. No caso da

GPU, foram usados dois hardwares diferentes (placas de vídeo GeForce 9800

GT, mais antiga, e a GeForce 280 GTX, mais recente), que possibilitou avaliar

a escalabilidade desta arquitetura. Em relação a versão sequencial, a versão

implementada com a CUDA obteve um ganho de 91x na GPU mais antiga e

de 183x na mais nova; em relação a versão da CPU otimizada, o ganho foi de

4x em relação a versão executada na GPU mais antiga e de 8x em relação a

GPU mais nova.

Além dos trabalhos que tratam as técnicas de forma independente, devem

ser destacados os trabalhos que criam frameworks que visam facilitar a cria-

ção de aplicações de visão computacional que são executados na GPU. Os

dois principais são o OpenVidia (FUNG; MANN, 2005) e o GpuCV (ALLUSSE et

al., 2008), este último baseado nas rotinas implementadas pelo OpenCV, que é

uma biblioteca de implementação de diversas rotinas de visão computacional

(OPENCV, 2010). Neste caso, o GpuCV oferece uma alternativa à estas rotinas
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encontradas no OpenCV, e ambas são compatíveis entre si. Na última versão

estável da biblioteca OpenCV, foram implementadas rotinas para execução de

algumas funcionalidades na GPU, como por exemplo algumas operações bá-

sicas como operações de filtragem, morfologia, transformações geométricas,

histogramas, e outras mais complexas, como a correspondência estereográ-

fica, usando correspondência entre blocos e o algoritmo de propagação de

crença (belief propagation) (OPENCV, 2010).

4.1.3 Simulação de Física

Um trabalho relacionado a área de simulação de física e ao AVMix para a

detecção de colisões usando-se octree é apresentado por Ajmera et al. (2008),

onde é proposto o uso da GPU para o cálculo nas folhas da octree, que é

representada através do uso de SFCs (space filling curves). O ganho obtido

neste trabalho para uma octree de 11 níveis é de 8667x, porém deve-se notar

que este valor não é adequado em aplicações interativas em tempo real, pois

o processamento sequencial cresce de forma exponencial. De certa forma,

este ganho mostra que a execução na GPU de octrees com este nível de

profundidade passa a ser possível. Para uma profundidade de 6 níveis, que é

um valor prático indicado por Ericsson (2005), o ganho obtido foi de 2,87x. A

GPU é usada também para a realização de buscas dentro desta estrutura da

octree.

Madeira e Lewiner (2009) apresentam o uso de GPUs para a realização de

buscas dentro de uma octree através do uso de tabelas hash, paralelizando

a busca entre os níveis da octree e aproveitando-se de que a busca de cada

ponto pode ser feita de maneira independente. O ganho apresentado varia de

3x até 50x, dependendo da quantidade de pontos acessados.

Outras abordagens nesta área são apresentadas em Owens et al. (2007),
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que destaca as implementações dos motores físicos PhysX, da Nvidia e do

Havok, que podem ter suas funcionalidades executadas na GPU.

4.1.4 Outras Áreas

Che et al. (2008) apresentam um estudo focado no ganho de desempe-

nho apresentado na GPU, através da implementação dos seguintes algorit-

mos e comparando-os com as implementações feitas na CPU, usando uma

execução sequencial e outra com o uso do OpenMP, o qual é uma API para o

desenvolvimento de programas paralelos (OPENMP, 2012).

Filtro de difusão para redução anisotrópica (SRAD, Speckle Reducing Ani-

sotropic Diffusion): Filtro baseado em equações diferenciais parciais usados

em aplicações de imagens ultrassônicas e de radares. Os autores mostram

que este tipo de problema é adequado para a execução em paralelo na GPU,

uma vez que o domínio computacional pode ser tratado como uma matriz bidi-

mensional e a computação envolve o acesso aos dados da vizinhança de um

determinado ponto. Considerando uma imagem de ultrassom com resolução

de 2048x2048 pixels usada como entrada, a implementação com CUDA apre-

sentou um ganho de 17x sobre a versão sequencial e de 5x sobre a versão

usando OpenMP.

HotSpot: Ferramenta usada para estimar a temperatura do processador

a partir da planta e medidas de energia. O algoritmo usado é uma equação

diferencial que calcula o transiente térmico. O ganho em relação à versão

sequencial foi de aproximadamente 7x, e em relação a versão com OpenMP

foi de 2x para o maior tamanho dos dados de entrada. Neste segundo caso,

porém, foi observado que o fator de ganho diminuiu conforme o aumento do

tamanho da entrada. O autor justifica dizendo que a implementação considera

a execução de mais iterações do kernel para que ocorra a convergência do
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resultado, o que afeta o desempenho.

O autor também fez experimentos através da implementação de algorit-

mos de backpropagation, usado no aprendizado em redes neurais (com ganho

de 8x sobre a versão sequencial), o método DES (Data Encryption Standard),

usado na criptografia de dados, com uma implementação que considera o uso

de tabelas de pesquisa (lookup table) apresentando um ganho de 37x, o al-

goritmo de Needleman-Wunsch, usado para o alinhamento de sequências de

DNA (ganho de 2,9x, porém com desempenho menor que a versão implemen-

tada com OpenMP) e o algoritmo de k-means usado na mineração de dados

(data mining), com ganho de 72x.

Na área comercial, podemos destacar o trabalho em conjunto da Adobe

e Nvidia para a aceleração do software Flash Player, para a reprodução de

vídeos que usam, por exemplo, o padrão H.264/MPEG Part 10, um dos mais

usados para a codificação de vídeo em alta definição (ADOBE, 2009).

Outros trabalhos acadêmicos e comerciais que usam a CUDA podem ser

verificados em (NVIDIA, 2011b).

4.2 Consolidação

A tabela 4.1 apresenta os resultados dos trabalhos pesquisados, relacio-

nando o algoritmo implementado, o hardware usado, a linguagem de progra-

mação usada, a metodologia para a avaliação do ganho (speed up) e o ganho

obtido.
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5 DESENVOLVIMENTO DOS MÓDULOS DO
AVMIX COM GPGPU

Nesta seção, são descritas as etapas de desenvolvimento deste trabalho,

considerando-se a avaliação do sistema AVMix original para a identificação

dos pontos críticos, a seleção da CUDA como ferramenta de desenvolvimento,

a análise e as decisões consideradas para a reimplementação dos módulos

críticos de desempenho.

5.1 Avaliação do Sistema AVMix

Uma primeira etapa do desenvolvimento consiste na análise do sistema

AVMix desenvolvido em Nakamura (2008). Inicialmente, o sistema foi prepa-

rado para ser compilado e executado usando-se hardware e bibliotecas de

software atualizados. As diferenças envolvem, principalmente, as bibliotecas

nativas do sistema operacional e a biblioteca OpenCV para a execução de

rotinas referentes a visão computacional e processamento de imagens (foi

adotada a versão 2.3 ao invés da versão 1.0 usada na versão original).

O trabalho de implementação, compilação e execução dos testes foi rea-

lizado usando as configurações apresentadas na tabela 5.1. Nesta tabela, o

item capacidade computacional (compute capability) é um valor relacionado

a arquitetura CUDA que possibilita identificar a versão da arquitetura da GPU

utilizada e quais são os recursos de GPGPU suportados pelo hardware gráfico
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da Nvidia (NVIDIA, 2011a). No caso de hardware com capacidade computacio-

nal 1.x, significa que o mesmo implementa a arquitetura denominada “Tesla”.

Hardware com capacidade computacional 2.x indica o uso da arquitetura de-

nominada “Fermi”.

Tabela 5.1: Especificação do sistema usado no trabalho
Processador Intel Core i7 860 2.8GHz (4 cores + HT)
RAM 4GB DDR3 667 MHz
Placa de Vídeo Nvidia GeForce GTX 580 1536 Mbytes
Versão do Driver de Vídeo 275.33
Sistema Operacional Windows 7 64-bit SP1
IDE/Compilador Visual C++ 2008 SP1 Professional
Versão do CUDA Toolkit 3.2
Capacidade computacional 2.0

Após a atualização e recompilação do sistema AVMix, o mesmo foi alte-

rado para a inclusão de pontos de medição, visando a obtenção do tempo de

execução de cada um dos módulos. A figura 5.1 apresenta os resultados do

tempo de processamento das imagens até a construção da octree por uma

aplicação de testes com o uso das rotinas implementadas no AVMix sendo

executada no hardware especificado na tabela 5.1, variando-se a quantidade

de threads usadas no processamento do mapa de profundidade. A tabela 5.2

mostra a distribuição do tempo médio gasto por cada módulo no processa-

mento de um quadro do vídeo.

Este resultado inicial mostra que o módulo crítico do sistema é o processa-

mento do mapa de profundidade, conforme já observado em Nakamura (2008)

e que explica a implementação original com suporte a execução paralela. Com

estes novos testes, também é possível identificar que apesar do ganho de de-

sempenho apresentado com o uso de 8 threads (possibilitado pelo uso de um

processador hyperthread ou HT, que considera cada núcleo físico como 2),

ainda assim este módulo consome mais de 95% do tempo usado para o pro-

cessamento de um quadro. Com os tempos de processamento obtidos com o
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uso de 8 threads, o sistema processa uma taxa média de aproximadamente

15 quadros por segundo. Apesar deste valor estar próximo da taxa dese-

jada de 20 quadros por segundo e possibilitar ao usuário ter a impressão de

uma cena animada, conforme indicado por Kirner e Siscoutto (2007), deve-se

ressaltar que o programa de testes usado tem como objetivo criar um vídeo-

-avatar usando-se os módulos implementados do AVMix, desde as imagens

capturadas até a sua exibição em tela. Em uma aplicação mais complexa de

realidade aumentada, normalmente é necessário a inclusão de outros elemen-

tos, como por exemplos os sons, o cenário virtual, os objetos virtuais e imple-

mentar as interações do usuário com estes elementos, os quais consomem

tempo de processamento tanto da CPU quanto da GPU. Consequentemente,

a necessidade de processamento destes elementos pode afetar a taxa de

quadros gerados por segundo, que por sua vez pode diminuir a sensação de

animação fornecida ao usuário. Considerando-se esta situação e o peso do

módulo do mapa de profundidade dentro do sistema, definiu-se a prioridade

deste módulo para ser reimplementado para possibilitar a sua execução na

GPU.

Tabela 5.2: Porcentagem de tempo médio gasto no processamento de 1 qua-
dro, considerando a execução com 8 threads.

Módulo % do tempo médio de 1 quadro
Aquisição (imagens em disco) 1,30%
Segmentação 1,59%
Mapa de Profundidade 95,72%
Interação (octree) 1,38%

Os demais módulos selecionados para reimplementação foram o de seg-

mentação e a interação. Esta escolha foi motivada devido ao fato destes uti-

lizarem técnicas de processamento de imagens, e que, conforme observado

no capítulo 4, é uma das áreas onde é possível obter ganho no desempenho

através de implementações paralelas.
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Figura 5.1: Tempo de processamento da aplicação AVMix com o uso do hard-
ware especificado na tabela 5.1.

O módulo de aquisição não será tratado neste trabalho, pois como envolve

a captura de imagens por câmeras de vídeo (ou o uso de imagens previamente

capturadas armazenadas no disco rígido), o seu desempenho é definido pela

velocidade da via de transmissão de dados da imagem da câmera de (ou

leitura em disco para a abertura da mesma) para a memória principal do com-

putador, limitando, desta forma, a possibilidade do aumento de desempenho

através do uso da GPU.

5.2 Implementação com CUDA

Como apresentado no capítulo 4, existe uma grande quantidade de tra-

balhos desenvolvidos com o uso da arquitetura CUDA. Por este motivo, este
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ferramental foi adotado para o desenvolvimento do trabalho, sendo que, desta

forma, foi possível identificar as observações e dificuldades enfrentadas pelos

autores de outros trabalhos e agregá-los. Um ponto fraco desta decisão é a

necessidade que a GPU a ser usada seja da empresa Nvidia e com os recur-

sos habilitados para o uso da CUDA, a partir da chamada arquitetura “Tesla” e

disponível a partir das placas gráficas da série GeForce 8. Boyd (2008) apre-

senta um conjunto básico de passos que podem ser usados para converter

um trecho de código em um modelo paralelo:

1. Identificar uma tarefa principal apresenta dados que podem ser tratados

paralelamente;

2. Identificar um algoritmo que trate esta tarefa paralelamente;

3. Selecionar um ambiente de programação paralelo;

4. Implementar o código;

5. Repetir o passo 1.

Seguindo estes passos, uma abordagem geral para a conversão de algo-

ritmos a serem executados na GPU consiste em identificar laços, que deverão

ser decompostos para que possam ser executadas paralelamente pelas thre-

ads da GPU. Para exemplificar, a figura 5.2 mostra um exemplo simplificado

de conversão de um algoritmo de soma de matrizes da linguagem C usual para

a CUDA. Pela comparação destas abordagens, é possível notar que o proces-

samento do laço fica implicito dentro da execução paralela, onde cada iteração

da implementação usual é processada por um thread individualmente.

Alguns autores dos trabalhos estudados, como por exemplo Che et al.

(2008), afirmam que o ganho de desempenho com o uso da CUDA só é

possível com o aproveitamento da hierarquia de memória disponibilizada e
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Figura 5.2: Comparação de um algoritmo de soma de matrizes quadradas
implementados na CPU com linguagem C e na GPU usando a CUDA. Os tre-
chos destacados mostram a substituição dos laços pelos kernels, executados
implicitamente pelas várias threads paralelas alocadas a partir do programa
principal.

o conhecimento prévio do programador sobre a localização dos dados na me-

mória. Outros fatores que também prejudicam o ganho de desempenho são:

o uso da sincronização global em cálculos intermediários, o desenvolvimento

de kernels contendo muita lógica condicional, a elevada quantidade de dados

transferidos entre o sistema e a GPU.
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5.2.1 Organização Hierárquica das Threads

A partir do exemplo ilustrado na figura 5.2, é possível entender a organi-

zação hierárquica dos elementos processadores da GPU. Como mencionado,

cada thread é responsável pelo processamento do kernel, que neste contexto

é a função desenvolvida usando as extensões da linguagem C fornecidas pela

CUDA, e executado na GPU orientado pela arquitetura chamada de SIMT (Sin-

gle Instruction Multiple Thread, Instrução Simples em Múltiplas Threads), uma

variação do SIMD, onde o mesmo programa é executado usando dados dife-

rentes, visando o aproveitamento do paralelismo dos dados.

Estas threads podem ser organizadas sob os chamados blocos computaci-

onais. Cada bloco pode conter até no máximo 512 threads, cuja identificação

pode ser feita em 1, 2 ou 3 dimensões.

Os blocos, por sua vez, são organizados dentro dos grids computacionais.

Dentro do grid, os blocos podem ser identificados em 1 ou 2 dimensões, até

um limite de 65.636 blocos por grid. A figura 5.3 ilustra esta organização

hierárquica.

A quantidade de blocos e threads é definida através de programação, du-

rante a chamada para o processamento do kernel. Porém, uma vez definido,

este valor não pode ser alterado durante o tempo de execução deste kernel.

5.2.2 Organização Hierárquica da Memória

A organização das threads em blocos e em grid computacionais também

permite definir os vários tipos de memória da GPU que podem ser usadas e a

sua visibilidade pelos elementos processadores. Esta organização é ilustrada

na figura 5.4, e a sua utilização é listada na tabela 5.3. Esta diferenciação das

memórias oferece aos programadores uma grande flexibilidade na criação dos



62

Figura 5.3: Organização hierárquica das threads, blocos e grids computacio-
nais na arquitetura CUDA. Baseado em (NVIDIA, 2010).

programas e possibilita a otimização de desempenho conforme a adequação

de seu uso na execução do kernel.

O tipo de memória mais usado pelos programas desenvolvidos com CUDA

é a memória global. A existência de espaços de memória diferenciados para

GPU e CPU torna necessária a alocação de um espaço nesta memória da

GPU e a cópia dos dados da memória principal para este espaço antes da

execução do kernel. Após sua execução, é necessário copiar de volta os

resultados para o host. Este processo geral para a execução dos algoritmos

na GPU é ilustrado na figura 5.5. Por ser um tipo geral, a memória global

apresenta uma grande latência e possibilidade de acessos concorrentes ao
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Figura 5.4: Tipos de memória e relação com os elementos lógicos da GPU
(FUNG; MANN, 2008).

mesmo endereço.

Outro tipo de memória é a compartilhada (shared memory), cujo escopo

envolve o bloco de threads. Ou seja, todas as threads de um mesmo bloco po-

dem compartilhar o seu conteúdo durante o processamento do kernel. Por es-

tar próxima aos multiprocessadores da GPU, o acesso a esta memória possui

baixa latência e é altamente paralelizado, porém o seu espaço máximo é limi-

tado em 16 kbytes em dispositivos de capacidade computacional até 1.3 e de

48 kbytes para dispositivos com capacidade computacional 2.x. Conforme a

necessidade do uso desta memória pelo algoritmo executado, este limite afeta

a quantidade de threads alocadas dentro do bloco. Em geral, este espaço de

memória é usado para armazenar resultados intermediários dos programas

executados pelo kernel, possibilitando o seu uso em cálculos subsequentes.

A memória de textura é um tipo de memória que possui um cache que, em
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Tabela 5.3: Tipos de memória disponibilizadas pela GPU.
Tipo Uso Acesso
Registradores São usadas dentro de cada thread. L/E
Memória Local São usadas dentro de cada thread. L/E
Memória Comparti-
lhada

São usadas dentro de cada bloco, sendo
que todas as threads podem acessar e
compartilhar os dados desta memória.

L/E

Memória Global Usada por todo o grid computacional. L/E
Memória Constante Usada em todo o grid. L
Memória de Textura Usada em todo o grid L

Figura 5.5: Fluxo geral de um programa executado na GPU.

algumas situações, permitem diminuir as requisições à memória global. O seu

uso é adequado em aplicações que acessam a memória seguindo um determi-

nado padrão de localização espacial, ou seja, uma thread provavelmente irá

acessar um endereço de memória próximo a um endereço que outra thread

vizinha acessou (SANDERS; KANDROT, 2010).

A memória constante é usada por dados que não são alterados durante a

execução do kernel. Esta memória possui o tamanho máximo de 64 kbytes, e
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Figura 5.6: Mapeamento de threads em uma região bidimensional da memória
(SANDERS; KANDROT, 2010).

em algumas situações, o seu uso em detrimento da memória global pode re-

duzir a largura de banda de memória requerida. Os registradores são usados

por cada thread para a alocação das funções e suas variáveis.

5.3 Considerações Gerais da Implementação

Para a reimplementação dos módulos críticos do AVMix, as particularida-

des da organização dos elementos de processamento e a hierarquia da me-

mória apresentadas anteriormente devem ser conhecidas pelo desenvolvedor

para um maior aproveitamento do processamento paralelo pela GPU.

Um fator importante refere-se ao domínio e volume de dados que serão

processados pela GPU, sendo necessário entender o que será processado.

Como indicado em Nvidia (2010), a arquitetura SIMT, baseada na SIMD, consi-

dera que, dentro de um conjunto de dados, é possível executar o kernel sobre

diferentes trechos deste conjunto de forma paralela, e para isto, é desejável

que não haja dependência entre estes trechos. Em programas sequenciais,

geralmente o procesamento destes dados ficam implicitos dentro dos laços de

repetição; por este motivo, uma das maneiras de identificar o algoritmo can-

didato a ser paralelizado é analisar estes laços de programação, da mesma



66

forma exemplificada na figura 5.2.

Outro item importante refere-se ao volume de dados, uma vez que a exe-

cução do kernel depende da transferência de dados da memória principal do

computador para a GPU e vice-versa (conforme apresentado na figura 5.5).

Neste caso, deve-se avaliar o tempo de processamento deste volume, que

deve ser maior que o tempo de trasferência dos dados.

Dentro do sistema AVMix, a análise dos dados de entrada, que são as

imagens tratadas por cada módulo, mostrou que eles são adequados para o

processamento paralelo, pois atendem os requisitos de dados (pixels) inde-

pendentes entre si e possuem um volume adequado (320x240 pixels) para

serem processados em paralelo.

5.4 Implementação do Mapa de Profundidade

A implementação do módulo do mapa de profundidade foi feita de forma

a reutilizar a interface IDepthMap definida no sistema original. Desta maneira,

foi criada uma nova classe denominada DMCuda que implementa os méto-

dos definidos nesta interface, além de ser responsável pelo gerenciamento da

alocação da memória na GPU e chamadas ao kernel. A figura 5.7 mostra um

diagrama de classes que ilustra o trabalho desenvolvido. O kernel implementa

um algoritmo local, detalhado na seção 3.3 que avalia, a partir de um par de

imagens em escala de cinza, segmentadas e retificadas, uma vizinhança finita

de cada ponto entre o par de imagens, para calcular uma estimativa de similari-

dade entre elas. O valor da discrepância mínima, que resulta na profundidade

do ponto correspondente e representado pela equação 3.2, é calculado so-

bre uma janela retangular, através do quadrado da diferença do valor destas

áreas em cada uma das imagens de entrada. A alocação dos processadores
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consistiu no uso de blocos de tamanho 16x16 threads, referenciados em duas

dimensões, onde cada thread é responsável pela análise dos pares de jane-

las, resultando no valor do pixel correspondente no mapa de profundidade.

Figura 5.7: Diagramas de classes do módulo mapa de profundidade.

Para a implementação deste módulo, foram usadas duas abordagens: a

primeira consistiu no uso da memória global da GPU para a transferência de

dados de entrada e saída. A segunda abordagem foi usar a memória de tex-

tura para armazenar as imagens de entrada, adequada para o processamento

deste algoritmo devido padrão de acesso que considera a região vizinha a de-

terminado pixel.

O uso da memória compartilhada foi avaliada para ser usada nesta im-

plementação, porém o seu uso não foi viabilizado, devido a inexistência de

cálculos intermediários que dependam de resultados prévios e a não necessi-

dade de cooperação destes resultados entre as threads, ou seja, os cálculos

realizados para definir cada pixel do mapa de profundidade são feitos de ma-
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neira independente. Outro fator que dificultou o seu uso foi o seu tamanho

limitado e necessidade de compartilhar este espaço com todas as threads

dentro de um bloco. Este tamanho foi insuficiente para o armazenamento dos

dados, que necessitam contemplar os pixels pertencentes a janela retangular

das duas imagens de entrada e a faixa de disparidada máxima considerada

para a avaliação, definida com o valor de 80 pixels.

Tsuda e Nakamura (2011a) apresentam o detalhamento da implementação

deste módulo, considerando-se a aplicação de uma metodologia semelhante

à apresentada na seção 5.2 e considerando a organização dos elementos de

processamento e da memória da arquitetura CUDA.

5.5 Implementação da Segmentação

O desenvolvimento do módulo de segmentação foi feito de forma a im-

plementar a interface IBackgroundRemover, através da criação da classe BG-

SubtractorCuda. A figura 5.8 apresenta o diagrama de classes que ilustra esta

implementação.

O kernel desenvolvido para este módulo recebe como entrada a imagem

capturada e a imagem de referência, considerando-se os três canais de cores

(vermelho, verde e azul, ou RGB). A saída do módulo corresponde a imagem

segmentada. Nesta situação também foram usados blocos bidimensionais

de tamanho 16x16 threads, onde cada um é responsável pela avaliação e

segmentação de cada pixel obtido nas duas imagens capturadas e no pixel

correspondente da imagem de referência, conforme a regra apresentada na

equação 3.1, e gerando como saída o pixel original do vídeo-avatar ou um

pixel preto indicando a segmentação. Para este algoritmo, o desenvolvimento

já considerou o uso da memória de textura, visando aproveitar a facilidade de
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Figura 5.8: Diagramas de classes do módulo segmentação.

acesso espacial aos seus endereços.

5.6 Implementação da Interação

O módulo de interação, mais especificamente o algoritmo de construção

da octree, foi desenvolvido implementando-se a interface ICollisionModel atra-

vés da classe OctreeCollisionCuda. A figura 5.9 apresenta o diagrama de

classes que ilustra esta implementação. Para este módulo, foram desenvolvi-

dos dois kernels.

Para o primeiro kernel foram usados blocos de 16x16 threads, onde cada

thread é responsável pela análise e classificação de 1 pixel, obtido a partir

do mapa de profundidade fornecido na entrada, nas folhas da octree, as quais

representam o menor limite volumétrico do volume total definido para o objeto,

através da utilização dos códigos de Morton apresentados nas equações 3.7,



70

Figura 5.9: Diagramas de classes do módulo integração.

3.8, 3.9 e 3.10.

O segundo kernel é responsável pela implementação do algoritmo de pro-

pagação dos resultados de dos nós filhos para o nível superior. Para este

caso, foram alocados blocos contendo 512 threads organizadas em 1 dimen-

são, onde cada thread é responsável pela avaliação dos 8 nós filhos e a clas-

sificação do nó pai. A implementação considerou a limitação de versões anti-

gas da CUDA de não suportar a execução de algoritmos de forma recursiva.

Desta forma, o algoritmo foi implementado de forma a classificar todos os nós



71

de um determinado nível antes de propagar os resultados para os nós pais.

Por exemplo, para uma octree de profundidade 6, o nível 6 é analisado a partir

do mapa de profundidade; após o término, todo o nível 5 é construído a partir

dos resultados do nível 6, e assim por diante, até o processamento do valor

da raiz (nível 1).

Um estudo mais detalhado para este módulo e a proposta de uma imple-

mentação que utiliza a GPU e a CPU de forma a maximizar o desempenho é

apresentado por Tsuda e Nakamura (2011b).
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6 RESULTADOS E DISCUSSÃO

Esta seção os resultados obtidos com o sistema alterado são apresenta-

dos e discutidos. Para cada módulo, são apresentados os resultados dos tes-

tes qualitativos e a contribuição do módulo reimplementado no desempenho

geral do sistema AVMix.

6.1 Critérios de Avaliação

A avaliação dos módulos reimplementados com CUDA foi feita conside-

rando-se os aspectos qualitativos e o desempenho do processamento. Os

testes qualitativos envolvem a comparação dos resultados obtidos pela im-

plementação nova em relação a implementação original, para garantir que o

funcionamento do sistema AVMix não tenha sido afetado. Por isto, deve ser

ressaltado que não houve o objetivo de melhorar a qualidade do módulo. No

caso de obtenção de imagens na saída do módulo, a avaliação foi feita através

de arquivos de saída que posteriormente foram comparadas.

Para cada módulo, a medição e avaliação de desempenho foi feita com-

parando-se a implementação original com a implementação na GPU. O pro-

grama principal da aplicação obtém, em cada etapa do fluxo de execução, o

tempo antes e depois da execução do algoritmo, e registra o intervalo em um

arquivo texto. A partir destes tempos, é possível obter o valor de quadros por

segundo gerado pela aplicação. No caso da octree, o tempo de processa-
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mento de cada nível de profundidade foi observado.

O uso da GPU foi avaliado através da aplicação denominada CUDA Profi-

ler. Esta aplicação monitora a execução do programa durante várias iterações

e ao seu término fornece alguns valores referentes ao desempenho, como o

tempo usado pela execução do kernel, o tempo consumido para transferência

de dados da memória principal do sistema para a memória global da GPU, o

volume de dados transferidos, entre outras informações.

A aplicação AVMix permite que a seleção do dispositivo a executar o al-

goritmo seja feita através de configurações em um arquivo XML (extensible

markup language). Outras configurações específicas para cada dispositivo,

como a quantidade de threads a serem usadas, também podem ser feitas

através deste mesmo arquivo.

Em todos os testes, as imagens usadas como entrada possuem tamanho

de 320x240 pixels.

6.2 Mapa de Profundidade

A avaliação qualitativa consiste em gravar o mapa de profundidade gerado

como uma imagem após a execução do módulo. Após a comparação entre as

imagens geradas pelo módulo original e o alterado, foi possível identificar que

não houveram diferenças entre os resultados. Desta forma, garante-se que a

funcionalidade não foi afetada.

Para os testes de desempenho do algoritmo integrado ao AVMix, foram

considerados os dois cenários possíveis:

1. Uso de imagens de entrada sintéticas;

2. Uso de imagens previamente capturadas por um par de câmeras de ví-
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deo.

A diferença entre a entrada sintética e a obtida através da captura de vídeo

é que a primeira não necessita de segmentação, pois as imagens de entrada

não possuem fundo a ser removido. As medições do tempo foram feitas para

cada um destes dois casos de teste. Em todos eles, o tamanho da janela de

avaliação é de 7x7 pixels. O processamento do algoritmo na CPU, para a

obtenção da referência, considera o uso de 8 threads.

As figuras 6.1 e 6.2 apresentam, respectivamente, o tempo de proces-

samnto médio dos módulos do AVMix e a quantidade de quadros executados

por segundo, alterando-se a execução do mapa de profundidade na CPU e

na GPU (usando a memória global para a transferência dos dados) através do

uso de um conjunto de imagens sintéticas sem fundo como entrada.

Figura 6.1: Tempo de processamento em milissegundos dos módulos do AV-
Mix usando um conjunto de dados sintético.

Os gráficos apresentados nas figuras 6.1 e 6.2 mostram que a execução

do mapa de profundidade usando as imagens sintéticas possibilita um grande
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Figura 6.2: Taxa de quadros por segundo obtida usando um conjunto de dados
sintético.

aumento no desempenho. Foi possível diminuir o tempo de processamento

médio por quadro de aproximadamente 48 ms para 5 ms (redução de 90%).

Considerando-se o processamento de todos os módulos integrados, até a

construção da octree, a taxa de quadros por segundo gerados pelo sistema

aumentou de 20 para 140.

As figuras 6.3 e 6.4 apresentam, respectivamente, o tempo de processa-

mento médio e a quantidade de quadros executados, alterando-se a execu-

ção do mapa de profundidade na CPU e na GPU (também usando a memória

global) usando-se um conjunto de imagens previamente capturadas como en-

trada.

Pelos gráficos apresentados nas figuras 6.3 e 6.4, nota-se um ganho se-

melhante ao obtido para as imagens sintéticas. O tempo de processamento

médio por quadro diminuiu de aproximadamente 63 ms para 5 ms (redução de

92%). Considerando-se o processamento de todos os módulos, até a constru-

ção da octree, a taxa de quadros por segundo aumentou de 15 para 135.
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Figura 6.3: Tempo de processamento em milissegundos dos módulos do AV-
Mix usando um conjunto de dados reais.

A tabela 6.1 apresenta o resultado sumarizado da ocupação da GPU, ob-

tido a partir do CUDA Profiler. A ocupação da GPU para o processamento

do kernel do mapa de profundidade em aproximadamente 99% do tempo in-

dica que o algoritmo se aproveita da capacidade de processamento da GPU,

e que a transferência de dados entre a RAM principal e a memória da GPU

praticamente não interfere no desempenho.

Tabela 6.1: Ocupação da GPU durante o processamento do mapa de profun-
didade.

Tarefa % de Uso da GPU
Processamento do kernel 98,87
Transferência dados RAM para GPU 0,84
Transferência dados GPU para RAM 0,28

Outro teste realizado neste módulo refere-se à comparação do uso da me-

mória de textura em vez da memória global. Como explicado anteriormente,

esta abordagem permite o aproveitamento dos dados armazenados em ca-

che, devido ao padrão de acesso uniforme. Os resultados desta comparação
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Figura 6.4: Taxa de quadros por segundo obtida usando um conjunto de dados
reais.

são apresentados na figura 6.5.

Os resultados mostram que o uso da memória de textura apresenta perda

de desempenho em relação à implementação com a memória global. O re-

sultado, que a principio contradiz a vantagem de seu uso, pode ser explicado

pelo uso de uma GPU com capacidade computacional 2.0, que implementa

um cache de acesso a memória global, não existente em versões anteriores.

Esta característica da arquitetura denominada “Fermi” pode ser vista em Nvi-

dia (2011a), Nickolls e Dally (2010) e Dobb’s (2010).

A partir dos resultados obtidos, é possível concluir que este módulo é bas-

tante adequado para ser executado paralelamente na GPU, pois o kernel res-

ponsável pelo cálculo da discrepância mínima entre as duas imagens de en-

trada consegue executar um algoritmo de avaliação sobre um conjunto único

de dados de forma paralela, uma vez que os resultados gerado por cada th-

read são independentes entre si; desta forma, pode-se dizer que este módulo

está aderente aos requisitos apresentados na seção 5.3.
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Figura 6.5: Comparação do tempo de processamento em milissegundos entre
as implementações usando a memória global e memória de textura.

6.3 Segmentação

Para a avaliação qualitativa, adotou-se o mesmo critério usado no mapa

de profundidade, ou seja, foi gerado um arquivo contendo a imagem segmen-

tada após a execução do módulo. A comparação entre os resultados do mó-

dulo originais e do alterado mostrou que a alteração não afetou a funcionali-

dade, pois as imagens comparadas apresentaram-se idênticas.

Os resultados comparativos de desempenho entre a implementação origi-

nal e a implementação na GPU são apresentados na figura 6.6 A tabela 6.2

apresenta o resultado sumarizado da ocupação da GPU.

Tabela 6.2: Ocupação da GPU durante processamento da segmentação.
Tarefa % de Uso da GPU
Processamento do kernel 12,42
Transferência dados RAM para GPU 58,48
Transferência dados GPU para RAM 29,09

Nesta situação, a implementação na GPU apresentou perda de desem-
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Figura 6.6: Tempo de processamento em milissegundos do módulo de seg-
mentação do AVMix usando um conjunto de dados reais.

penho, com o tempo de processamento do algoritmo aumentando de 1,0 ms

para 2,1 ms. Os resultados da ocupação da GPU mostram que, para o proces-

samento deste módulo, a transferência de dados entre a RAM e a memória

da GPU é um fator crítico de desempenho, pois totaliza quase 88% do tempo

de uso da GPU, enquanto que o kernel usa somente 12%. Nesta situação,

pode-se afirmar que o processamento da avaliação e subtração de pixels,

considerando-se os três canais de cores (RBG), não é uma rotina intensa, e

que o tempo de transferência dos dados entre a CPU e GPU anula o ganho

que poderia ser obtido com o processamento paralelo na GPU.

6.4 Interação

A avaliação qualitativa do algoritmo consistiu em gerar em arquivo os va-

lores dos nós da octree de 6 níveis. Os resultados da comparação mostraram

que as duas implementações (CPU e GPU) geraram octrees idênticas. Desta
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forma, foi realizado um teste para a obtenção do tempo de processamento de

cada nível da octree. Os resultados são mostrados nas figuras 6.7 e 6.8.

Figura 6.7: Tempo de processamento do módulo de integração do AVMix con-
siderando a profundidade máxima de 6 níveis. (a) Tempo de processamento
em milissegundos obtido em cada nível; (b) Detalhamento do resultado ante-
rior, com os tempos obtidos a partir do nível 5.

Figura 6.8: Tempo de processamento total, em milissegundos para a criação
da octree inteira com 6 níveis.

Os resultados mostram que o uso da GPU para a construção da octree é

vantajoso. É possível perceber que o processamento do mapa de profundi-

dade e classificação das folhas é a etapa que mais se beneficia do processa-

mento paralelo, uma vez que os seus pixels estão sendo tratados de maneira
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paralela por diferentes threads, ao contrário da execução na CPU, onde os

pixels são tratados individualmente um de cada vez, através do uso de um

laço que percorre a imagem. O fato da propagação dos resultados ter me-

nor desempenho na GPU conforme a proximidade da raiz pode ser explicada

principalmente pelo fato da GPU sempre alocar uma quantidade mínima de

blocos de execução, independentemente da quantidade de threads que se-

rão usadas. Ou seja, para o processamento do nível 1, mesmo que somente

uma thread seja usada, todo o bloco será executado. Isso é evidenciado pela

obtenção de tempos quase constantes durante a construção dos níveis mais

próximos da raiz, a partir do nível 3.

Apesar de um valor alto do ganho, de 7,98x, o desempenho geral do sis-

tema não foi alterado com o uso do novo módulo, devido a pequena participa-

ção deste no tempo total do processamento de um quadro.

6.5 Considerações Finais

A tabela 6.3 apresenta os valores dos quadros processados por segundo

com os módulos do AVMix sendo executado na CPU e na GPU, e um valor

do ganho obtido calculado a partir destes valores. Para efeito de comparação,

também é apresentado o ganho obtido de forma isolada pelo módulo.

Pelos resultados apresentados, concluí-se que a reimplementação do al-

goritmo de mapa de profundidade com a CUDA consegue resolver a critici-

dade deste módulo em relação ao desempenho geral do AVMix. O resultado

de aumento de desempenho através da implementação de kernels de rotinas

complexas, como o cálculo da disparidade entre duas imagens e a classifica-

ção dos pontos do mapa de profundidade nas folhas da octree, mostra que,

nestas situações, o uso da GPU é favorável. Comparando-se com as imple-
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Tabela 6.3: Resultados consolidados, mostrando valor de quadros processa-
dos por segundo (referência e alterado), o ganho calculado sobre o valor das
taxas obtidas e o ganho obtido isoladamente pelo módulo alterado.

Módulo CPU GPU Ganho Ge-
ral

Ganho Al-
goritmo

Mapa de profundidade
(sintético) e Memória
Global

20 140 7x 9,66x

Mapa de profundidade
(imagens capturadas) e
Memória Global

15 135 9x 13,04x

Mapa de profundidade
(imagens capturadas) e
Memória de Textura

15 124 8,26x 11,46x

Segmentação e Memória
de Textura

14,97 14,95 0,99x 0,51x

Interação (construção da
Octree) e Memória de Tex-
tura

14,78 15,11 1,02x 7,98x

mentações apresentadas no capítulo 4, a implementação dos módulos neste

trabalho não apresentou valor muito elevado de ganho. Porém, considerando-

-se a manutenção das interfaces e funcionalidades originais do sistema AVMix,

o ganho é bastante expressivo.

No processamento da octree, durante a propagação dos valores das fo-

lhas para a raíz, fica visível o impacto da execução dos kernels usando um

baixo volume de dados, fazendo com que várias threads fossem executadas,

mas sem contribuir na obtenção de resultados válidos.

A perda de desempenho na execução do módulo de segmentação mos-

trou uma situação onde não há vantagens em usar a GPU no processamento.

Esta situação reforça a necessidade da avaliação criteriosa dos algoritmos

para determinar a viabilidade de sua implementação paralela na GPU.
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7 CONCLUSÕES

O trabalho apresentou um estudo das técnicas para a paralelização de

algoritmos a serem executados em GPU, através da reimplementação de roti-

nas críticas do sistema AVMix.

A revisão da literatura no capítulo 4 mostrou que o uso da GPGPU é um

campo bastante explorado, e que, em geral, o seu uso permite aumentar o

desempenho das aplicações. Estes trabalhos apresentam uma variação do

ganho de desempenho grande, dependendo da área de conhecimento. Deve

ser ressaltado que o foco deste trabalho foi o entendimento e a aplicação de

um processo para converter os algoritmos existentes para GPGPU. Por isto,

é possível concluir que objetivo de aumentar de desempenho do AVMix foi

atingido, porém sem a preocupação de fazer com que os valores dos ganhos

atingissem os mesmos níveis dos demais trabalhos.

Os resultados obtidos sobre o sistema AVMix mostram a viabilidade do

uso das técnicas de GPGPU neste sistema, que por sua vez se apoiam so-

bre as técnicas apresentadas pelas áreas de processamento de imagens e

visão computacional, dois dos campos bastante explorados em outros traba-

lhos. Também foi possível perceber a importância da análise de viabilidade da

implementação paralela e associá-las à organização dos elementos de hard-

ware da GPU, principalmente em relação aos elementos de processamento

(threads, blocos e grids computacionais) e à hierarquia dos tipos de memória



84

disponíveis. Devido a pequena barreira de aprendizado, o uso de técnicas

de GPGPU deve ser estimulado em projetos que envolvam a execução de

algoritmos críticos, como os usados em projetos de realidade aumentada e

vídeo-avatar, visando o aumento do desempenho ou até mesmo o ganho qua-

litativo.

A criação de APIs que expõem os recursos das GPUs para o desenvolvi-

mento de algoritmos não gráficos, acessadas através de linguagens de pro-

gramação usuais, como a CUDA usada neste trabalho, permite a abstração

e o aproveitamento da maior parte dos recursos da GPU sem a necessidade

de conhecimentos específicos do pipeline gráfico e das linguagens de sha-

der. Estas facilidades incentivam o programador a adotar estas ferramentas

para o desenvolvimento de rotinas executadas na GPU. Porém, diversos au-

tores indicam que, apesar das facilidades já existentes, ainda é necessário al-

gum conhecimento a respeito da organização estrutural do hardware da GPU,

tais como os processadores, memórias e integração com a CPU e memória

principal do sistema, para que os recursos sejam melhores explorados. Esta

necessidade do conhecimento dos recursos de hardware disponibilizados foi

verificada no desenvolvimento deste trabalho em algumas situações, como

por exemplo na diferença do valor do tempo de processamento diferenciado

em relação ao tipo de memória usado na implementação do mapa de profun-

didade e na perda de desempenho na implementação do módulo de Segmen-

tação do AVMix na GPU, onde o tempo de processamento do algoritmo de

segmentação não era crítico em relação ao tempo de transferência dos dados

entre a GPU e a CPU.

A arquitetura CUDA mostrou-se bastante adequada para a implementação

deste trabalho, e o pioneirismo de seu lançamento em 2007, juntamente com

a arquitetura unificada das GPUs fez com que um grande volume de traba-
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lhos fossem desenvolvido com o seu uso. A linguagem adotada, próxima a

C, e as ferramentas disponibilizadas evitaram a necessidade de uma curva

de aprendizado muito grande. Porém, o seu uso naturalmente implica na ne-

cessidade de um hardware da Nvidia. Algumas alternativas a sua utilização

é a adoção do OpenCL, pois a execução de programas que a utilizam inde-

pendem do fabricante hardware (inclusive a arquitetura de hardware da Nvidia

passou a suportar o processamento de programas criados com OpenCL (NVI-

DIA, 2011d)), ou através de ferramentas que permitem a execução de códigos

em outros hardwares que não são da Nvidia (DOBB’S, 2011).

Como referência para trabalhos futuros em relação ao sistema AVMix, uma

proposta para a continuidade deste trabalho é o estudo detalhado e aplicação

dos algoritmos apresentados no capitulo 4, visando um maior aproveitamento

da capacidade de processamento da GPU para a execução de algoritmos de

visão computacional e processamento de imagens. Deve-se ressaltar que a

execução do AVMix com o uso de câmeras de vídeo USB torna este dispo-

sitivo um limitante de desempenho, pois em geral elas fornecem 15 quadros

por segundo na entrada e fazendo com que o ganho não seja aproveitado de

forma adequada. Este poder computacional pode, então, ser usado no pro-

cessamento de outras funções de um sistema de realidade aumentada (ex:

sons, interações, etc), ou no processamento de algoritmos mais complexos

que possam trazer ganhos qualitativos ao sistema sem afetar o desempenho.

Na área de hardwares e ferramentas de desenvolvimento, deve-se atentar

ao aumento da participação de processadores cujos projetos permitem a jun-

ção da GPU com a CPU em um mesmo encapsulamento, como, por exemplo,

as soluções AMD Fusion (AMD, 2011) e Intel AVX (INTEL, 2011). As GPUs tam-

bém tem sido integradas em dispositivos móveis, tais como o Nvidia Tegra 2

(NVIDIA, 2011e), abrindo a possibilidade de processamento paralelo de algorit-
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mos. Para o maior aproveitamento destas abordagens, torna-se necessário o

desenvolvimento de APIs e ferramentas que consigam aproveitar ainda mais

os recursos da GPU, e ao mesmo tempo abstraindo esta complexidade para

o programador.
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