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Resumo

Petronilho, A. Um Método de Estimativa de Quantidade de Carga em uma Méquina de La-
var Roupas. 2013. 78 f . Dissertacao de mestrado - Escola de Engenharia de Sao Carlos,
Universidade de Sao Paulo, Sao Paulo, 2013.

Nesta dissertacao apresentaremos um método para deteccao automatica da quantidade de
carga adicionada em uma lavadora de roupas para que esta possa adequar o seu nivel de dgua
e ciclo de lavagem. A méquina na qual este algoritmo foi desenvolvido é uma méaquina de eixo
vertical (abertura na parte de cima) e utiliza um motor sincrono trapezoidal (BPM do inglés
Brushless Permanent Magnet). O algoritmo que serd descrito aqui utiliza uma rede neural
para inferir a quantidade de carga baseado em informagoes disponiveis nesta méquina como,
corrente do motor, velocidade do cesto e tensao de alimentacao, entre outros, essas informagoes
estao disponiveis na maioria dos modelos de maquinas de lavar roupas que utilizam esse tipo
de motor. A utilizacdo de um algoritmo para detectar automaticamente e de forma precisa a
quantidade de roupas é muito importante, pois dessa forma evita-se o desperdicio de insumos
e, principalmente, dgua no processo de lavagem. Além disso apresentaremos os resultados que
mostram a diferenga entre o uso da rede neural e o método linear chamado planejamento de

experimento (DOE do inglés Design of Experiments).

Palavras—Chave: Redes neurais, Lavadora de roupas, Detecgao de Carga, Sistemas inteligen-

tes, Eletrodoméstico.
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Abstract

Petronilho, A. A Method of Load FEstimation in Washing Machines . 2011. 78 f. Master Thesis
- Escola de Engenharia de Sao Carlos, Universidade de Sao Paulo, Sao Paulo, 20183.

In this dissertation a method for automatic load size detection will be presented, so the water
level and the washing cycles can be chosen by a washing machine. The machine where this
algorithm was developed is a top load washing machine that uses a brushless permanent magnet
motor (BPM motor). The algorithm that is going to be described here uses a neural network
to deduce the load size based on information available on this machine such as, motor current,
basket speed, power supply voltage and others. These signals are available on most washing
machines that uses this kind of motor. The use of an algorithm that detects automatically and
precisely the load amount is very important in order to avoid the waste of soap, bleach and softner
and, more importantly, water during the wash task. Moreover the use of the neural network will
be compared with a linear methods called DOE (design of experiment). Finally, results showing

the difference between both methods are presented.

Keywords: Neural networks, Washing machine, Load Detection, Intelligent Systems, Home

appliances.
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Capitulo 1

Introducao

1.1 Motivagao

E cada vez maior a preocupagao com o meio ambiente, as recentes mudangas climaticas e
alguns desastres naturais de grandes proporgoes, finalmente, chamaram a atencao da populagao

mundial para os impactos das acoes humanas sobre o clima do planeta.

Em varios paises os governos tentam diminuir os danos causados ao meio ambiente impondo
leis que estabelecem um valor méximo de consumo de energia elétrica e dgua aos produtos ele-
tronicos e eletrodomésticos vendidos no pais, proibindo a venda dos produtos que nao atendem
essas leis. Outra medida é dar auxilios fiscais aos produtos que consumirem menos do que os
limites estipulados, quanto menor o consumo de energia e agua, maior o incentivo. No Brasil,
nao existe a proibicao de comercializagao de produtos com alto consumo de energia e dgua, mas
existe a classificacdo segundo um programa de etiquetagem, o selo Procel (Eletrobras (2009))
de economia de energia, instituido por Decreto Presidencial em 8 de dezembro de 1993. E um
produto desenvolvido e concedido pelo Programa Nacional de Conservacao de Energia Elétrica,
coordenado pelo Ministério de Minas e Energia (MME), com sua Secretaria-Executiva mantida
pelas Centrais Elétricas Brasileiras S.A (Eletrobrés). No processo de concessao do Selo Procel,
a Eletrobras conta com a parceria do Instituto Nacional de Metrologia, Normalizacao e Quali-
dade Industrial-Inmetro, executor do Programa Brasileiro de Etiquetagem-PBE, cujo principal
produto é a Etiqueta Nacional de Conservagao de Energia (ENCE), sendo também a Eletrobras,
parceira do Inmetro no desenvolvimento do PBE. Normalmente, os produtos contemplados com

o Selo Procel sao caracterizados pela faixa “A”da ENCE. O Selo Procel tem por objetivo orientar



o consumidor no ato da compra, indicando os produtos que apresentam os melhores niveis de
eficiéncia energética dentro de cada categoria, proporcionando assim economia na sua conta de
energia elétrica. Também estimula a fabricacao e a comercializacao de produtos mais eficientes,
contribuindo para o desenvolvimento tecnoldgico e a preservagao do meio ambiente (Eletrobras

(2009)).

Por isso, as empresas investem muito dinheiro e esforgo para encontrar solugoes para tornar

seus produtos mais eficientes.

Um dos eletrodomésticos que mais consome agua e energia é a maquina de lavar roupa,
especialmente as maquinas de eixo vertical (abastecimento de roupa por cima) Figura 1.1. Lavar
roupa é uma das tarefas domésticas mais difundidas no mundo. Anos atras, era uma tarefa
mecanica ardua, e em algumas regidces do mundo, ainda é. Hoje, as maquinas de lavar fazem
este trabalho em muitas casas em todo o mundo com agua, eletricidade, substancias quimicas,

e tempo de processo como recursos (Pakula e Stamminger (2009)).

Figura 1.1: Maquina de eixo vertical.

Uma das técnicas que contribuem para a diminuicao do consumo de agua é a deteccao
automatica da quantidade de roupa para que a prépria maquina determine o nivel de agua

adequado para cada lavagem, possibilitando um melhor ajuste da quantidade de dgua utilizada



em cada lavagem, diferentemente do que acontece quando o nivel de dgua é ajustado pelo usuario,

que segundo estudos, tende a superestimar a quantidade de dgua necessaria em cada lavagem.

O melhor ajuste do nivel de 4gua também contribui na qualidade de lavagem, pois dilui ade-
quadamente os insumos (sabao, alvejante e amaciante), além disso também ajuda na diminuic¢ao
do consumo de energia em maquinas que utilizam agua aquecida, seja agua que foi aquecida em
um boiler e fornecida para a maquina ( sistema mais comum nos Estados Unidos e Europa) ou
em maquinas que utilizam uma resisténcia elétrica para aquecer a adgua (sistema mais comum
no Brasil), porque a energia necessaria para se aquecer uma menor quantidade de dgua também
é menor. Outra vantagem que a deteccao automatica de dgua traz é a maior facilidade de inte-
racao do usudrio com a maquina, diminuindo as etapas necessérias para se configurar a maquina

adequadamente.

Torna-se ébvio que o desenvolvimento de um algoritmo de deteccao de quantidade de carga
preciso é muito importante para este tipo de tarefa. Por exemplo, com um erro de 1 cm na
quantidade de dgua, normalmente a quantidade de dgua é medido pela altura da coluna de agua
dentro do cesto da mdquina, em uma méquina com capacidade de 147,25 litros (maquina de
grande capacidade de carga), representa cerca de 2,7 litros de dgua cada vez que a méquina é
enchida. Isso acontece 3 ou mais vezes para cada ciclo de lavagem. Considerando-se a estimativa
que existam bem mais de 600.000.000 (Pakula e Stamminger (2009)) de méquinas de lavar em
todo o mundo, isso pode fazer uma diferenca muito significativa no consumo de dgua mundial.
A média do consumo de dgua e de energia por ciclo de lavagem para méquina de lavar roupa ao

redor do mundo pode ser visto nas Figuras 1.2 e 1.3 (Pakula e Stamminger (2009)).

West Europe
East Europe
North America 144
Australia 106

China 99

South Korea 140

Japan 120

0 20 40 60 80 100 120 140 160 Litros

Figura 1.2: Média do consumo de agua por ciclo no mundo, em litros.
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Figura 1.3: Média do consumo de eletricidade por ciclo no mundo, em kWh.

No Brasil a média do consumo de agua por ciclo é de 138 litros e o consumo de eletricidade

é de 0,41KWh, segundo dados de 2011 do Inmetro.

Dois métodos em especial chamam a atencao quando se pensa no desenvolvimento de algorit-
mos, o primeiro é um método largamente utilizado na industria e conhecido como planejamento
de experimentos, o outro sao as redes neurais artificiais que sdo bastante estudadas no meio
académico, porém nao sao tao popular na induistria, apesar de existirem algumas aplicagoes em

producao com esse tipo de tecnologia.

Em qualquer area de pesquisa, estd-se sempre interessado em saber quais varidveis sao im-
portantes em algum estudo que se esteja realizando, assim como limites inferior e superior de
valores dessas variaveis. Por exemplo, em um processo de cura de resinas termorrigidas, a tem-
peratura de cura e a quantidade de catalisador sao varidveis importantes na determinacao do
tempo total de cura da resina polimérica. E necessério escolher, de acordo com a conveniéncia
do pesquisador, limites inferior e superior de valores da temperatura de cura e da quantidade
de catalisador. Corridas experimentais (rodadas de testes) devem ser realizadas afim de se ob-
ter dados do tempo de cura para cada combinacao dos limites de valores da temperatura de
cura e da quantidade de catalisador. A partir desses resultados, técnicas estatisticas devem
ser utilizadas de modo a se concluir algo em relacao a dependéncia do tempo de cura com as
variaveis analisadas. O planejamento experimental é uma dessas técnicas, que atualmente vem
sendo usada em grande escala. Através dele, pesquisadores podem determinar as varidveis que
exercem maior influéncia no desempenho de um determinado processo, tendo como resultado

(Calado e Montgomery (2003)):



1. reducao da variacao do processo e melhor concordancia entre os valores nominais obtidos

e os valores pretendidos;
2. redugao do tempo do processo;
3. redugao do custo operacional;

4. melhoria no rendimento do processo.

Algumas aplicagoes tipicas do planejamento de experimentos sdo:

1. avaliacao e comparacao de configuracoes bésicas de projeto;
2. avaliacao de diferentes materiais;
3. selecao de parametros de projeto;

4. determinacao de parametros de projeto que melhorem o desempenho de produtos.

No desenvolvimento de produtos, especialmente produtos mais complexos, com alta tecno-
logia embarcada, muitas vezes as informacgoes sobre o produto ou os processos necessitam ser
obtidas empiricamente, ou seja baseadas na experiéncia. Para realizar esse trabalho é necesséario

projetar experimentos, coletar dados e analisa-los.

Uma técnica utilizada para planejar experimentos, que tenta contemplar os objetivos citados
acima, é o Planejamento de Experimentos (em inglés Design of Ezperiments, DOE). Esta técnica
¢é utilizada para definir quais dados, em que quantidade e em que condi¢Ges devem ser coleta-
dos durante um determinado experimento. Portanto, é uma técnica de fundamental importancia
para a indtstria, pois seu uso permite resultados mais confidveis economizando dinheiro e tempo,
parametros fundamentais em tempos de grande concorréncia. A sua aplicacdo no desenvolvi-
mento de novos produtos é muito importante, onde uma maior qualidade dos resultados dos
testes pode levar a um projeto com desempenho superior seja em termos de suas caracteristicas

funcionais como também sua robustez.

O segundo método citado, as redes neurais artificiais, é extremamente versatil, podendo
ser utilizado para resolver uma grande variedade de problemas, por serem modelos adaptativos
treindveis, assim como o método anterior, utiliza informacoes obtidas empiricamente e além disso

consegue inferir soluges que nao foram apresentadas no processo de treinamento, tornando esse



método muito robusto, algo muito buscado na indtstria, principalmente em produtos de alto

volume de producao que podem apresentar variagoes devido ao processo de producao.

Uma grande parte dos processos e sistemas utilizados atualmente, por serem cada vez mais
complexos, nao sao lineares, o que torna o uso de uma rede neural extremamente atraente,
devido a sua natureza nao linear. O fato da rede neural possuir grande paralelismo, faz com que

0 processamento seja rapido mesmo com sistemas de grande complexidade.

Neste trabalho, primeiramente o desenvolvimento do algoritmo de estimativa de carga serd
apresentado, onde durante a execucao deste algoritmo parametros relevantes da maquina, como
corrente, tensao e temperatura, sao medidos, em seguida serd mostrado o planejamento de
experimentos para a determinacao de um modelo linear para a estimativa de quantidade de
carga tendo como entrada os parametros medidos durante a execucao do algoritmo, apds isso
uma rede neural sera utilizada para estimar a quantidade de carga, finalmente os dois métodos

sao comparados e a rede neural resultante é implementada em um microcontrolador.

1.2 Estrutura do Texto

Este texto estd organizado da seguinte maneira: No Capitulo 1 é exposta a motivagao deste
trabalho, no Capitulo 2 é apresentada uma revisao bibliogréafica dos principais assuntos aborda-
dos nesta pesquisa: redes neurais, planejamento de experimentos (DOE), modelagem do motor e
o algoritmo de deteccao de quantidade de carga. J4 no Capitulo 3 é descrito o sistema utilizado,
no Capitulo 4 o algoritmo desenvolvido é descrito e os resultados sao apresentados, por fim no
Capitulo 5 sao apresentadas as conclusoes e um apéndice com o cédogo fonte da implementacao

das redes neurais.

1.3 Publicagoes

Congresso Internacional

Petronilho, A. e Terra, M. H. (2010). Automatic control applied to home appliances. 2010
IEEE Multi-Conference on System and Control, Yokohama (Petronilho e Terra (2010)).

Patente

Petronilho, A. e Dias, M. A. (2009). PI0905317-4 - Método de estimacao de quantidade de

carga em maquina de lavar roupas (Petronilho e Dias (2009)).



Capitulo 2

Fundamentos Teoricos

2.1 Redes Neurais

O cérebro humano é considerado o mais fascinante processador existente, sendo composto
por aproximadamente 10 bilhoes de neurénios. Todas as fungoes e movimentos do organismo
estao relacionados ao funcionamento destas pequenas células. Os neurdnios estao conectados uns
aos outros através de sinapses, e juntos formam uma grande rede, chamada REDE NEURAL.
As sinapses transmitem estimulos através de diferentes concentragbes de Na+ (S6dio) e K+
(Potéssio), e o resultado disto pode ser estendido por todo o corpo humano. Esta grande rede

proporciona uma fabulosa capacidade de processamento e armazenamento de informacao.

Os principais componentes dos neurénios sao (Figura 2.1): os dendritos, que sdo constituidos
por varios finos prolongamentos que formam a drvore dendrital. A principal funcio dos dendritos
consiste de captar, de forma continua, os estimulos vindos de diversos outros neurénios ou do
préprio meio externo onde os mesmos podem estar em contato (neurénios sensitivos). O corpo
celular, que é incumbido de processar todas as informagoes advindas dos dendritos a fim de
produzir um potencial de ativacao que indicard se o neurénio poderd disparar um impulso
elétrico ao longo de seu axonio. E o axo6nio, que é constituido por um tnico prolongamento,
cuja missao é conduzir os impulsos elétricos para outros neurdnios conectores ou para aqueles
que se conectam diretamente com o tecido muscular (neurénios efetuadores). A sua terminagao

é também constituida de ramifica¢oes denominadas terminagoes sindpticas. (Silva et al. (2010))

As sinapses se configuram como as conexoOes que viabilizam a transferéncia de impulsos

elétricos do axonio de um neurdnio para os dendritos de outros. Deve-se mencionar que inexiste



Dentritos (terminal de recepgao)
Yr 1, Terminal do Axénio
: (terminal de transmissao)

Y

W i

Corpo | Nemeaer=="

Axénio Nodo de Ranvier

Bainha de Mielina

Figura 2.1: Representacao de um neurdnio real.

contato fisico entre os neurdnios na juncao sinaptica, sendo que elementos neurotransmissores
liberados sao os responsaveis por ponderar a transmissao de impulsos elétricos de um neurénio
para o outro. De fato, a funcionalidade de um neurénio fica a mercé do comportamento dessas
ponderacoes sindpticas que sao dinamicas e dependentes da quimica cerebral (Hodgkin e Huxley

(1952)).

No momento em que a célula nervosa é estimulada (despolarizada), além de um limiar de
ativagdo (-5b5 mV), que é ocasionado pela variagdo de concentragdo interna de fons de sédio
(Na™) e potdssio (K ™), hé entao o disparo de um impulso elétrico que serd propagado ao longo

de todo o seu axdnio, cuja amplitude maxima alcangard o valor de 35 mV (Kandel et al. (2000)).

A estrutura das redes neurais artificiais procura aproximar o processamento dos computa-
dores a modelos conhecidos de sistemas nervosos bioldgicos e do préoprio cérebro humano. Uma
rede neural artificial é composta por varias unidades de processamento, cujo funcionamento é
bastante simples. Essas unidades geralmente sao conectadas por canais de comunicagao que
estdo associados a determinado peso. As unidades fazem operacoes apenas sobre seus dados
locais, que sao entradas recebidas pelas suas conexoes, o comportamento inteligente de uma

Rede Neural Artificial vem das interactes entre as unidades de processamento da rede.

As caracteristicas mais relevantes das redes neurais artificiais, que motivam sua utilizacao

sao descritas abaixo:

e modelos adaptativos treindveis: seus peso sindpticos sao ajustados com a apresentacao de

dados de treinamento relacionados ao comportamento do processo.



e 530 capazes de generalizacao diante de informagdes incompletas: consegue estimar solugoes
que nao foram apresentadas durante o processo de treinamento, generalizando o conheci-

mento adquirido.

e podem representar dominios complexos (nao lineares): redes de multiplas camadas conse-

guem modelar sistemas nao lineares, algo muito dificil de se fazer com métodos tradicionais.

e robustas: mesmo com parte de sua estrutura sendo corrompida consegue continuar tendo
resultados corretos devido ao grande ntimero de interconexées entre seus neurénios artifi-

ciais.

e organizacao de dados: consegue agrupar padroes que apresentam particularidades em co-

mum.
e sao capazes de fazer armazenamento associativo de informacoes.

e facilidade de prototipagem: pode ser prototipada tanto em hardware quanto em software,
pois, apds o processo de treinamento, os seus resultados sao normalmente obtidos por

algumas operagoes matemaéticas elementares.

e possuem grande paralelismo: o que lhe conferem rapidez de processamento.

Pode-se citar como as principais aplicacoes das redes neurais artificiais:

a) Aproximador universal de fungoes: o objetivo consiste em mapear o relacionamento funcional
entre as varidveis (tipicamente reais) de um sistema a partir de um conjunto conhecido de
seus valores representativos. As aplicagbes sao as mais diversas possiveis, sendo que envol-
vem normalmente o mapeamento de processos, cuja modelagem por técnicas convencionais

sao de dificil obtencao;

b) Controle de processos: O objetivo consiste em identificar agdes de controle que permitam
o alcance dos requisitos de qualidade, eficiéncia e seguranca do processo. Entre as va-
rias aplicagoes disponiveis destacam-se os controles empregados em robdética, aeronaves,

elevadores, eletrodomésticos, satélites, etc;

¢) Reconhecimento / classificacao de padrdes: O objetivo deste tipo de aplicacdo consiste de
associar um padrao de entrada (amostra) para uma das classes previamente definidas,
como acontece em reconhecimento de imagens, voz, escrita, etc. Neste caso, o problema a

ser tratado possui um conjunto discreto e conhecido das possiveis saidas desejadas;
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d) Agrupamento de dados (clusterizagao): O objetivo nesta circunstancia consiste da identifi-
cacao e deteccao de similaridades e particularidades entre os diversos padroes de entrada
a fim de possibilitar seu agrupamento. Como exemplo, pode-se citar os problemas que

envolvem identificagdo automatica de classes e garimpagem de dados;

e) Sistemas de previsao: O objetivo consiste em estimar valores futuros de um processo levando-
se em consideracao diversas medidas previas observadas em seu dominio. Entre as apli-
cacoes disponiveis enquadram-se a previsao de series temporais, previsoes de mercados

financeiros, previsoes climaticas, etc;

f) Otimizagao de sistemas: O alvo consiste em minimizar ou maximizar uma funcdo custo
(objetivo) obedecendo também eventuais restrigdes que sdo impostas para o correto ma-
peamento do problema. Entre as classes de otimizacdo que podem ser tratadas por redes
neurais artificiais destacam-se problemas de otimizacao restrita, programacao dinamica e

otimizacao combinatorial;

g) Memorias associativas: O objetivo consiste em recuperar padrdes corretos mesmo se os seus
elementos constituintes forem apresentados de forma incerta ou imprecisa. Entre as aplica-
¢oOes citam-se aquelas relacionadas ao processamento de imagens, a transmissao de sinais,

identificagao de caracteres manuscritos, etc. (Silva et al. (2010)).

O modelo de neurénio mais utilizado nas diferentes arquiteturas de redes neurais artificiais
¢ o modelo proposto por McCulloch e Pitts (1943), uma representacao deste modelo pode ser

visto na Figura 2.2.
A operacao desta unidade de processamento, pode ser resumida da seguinte maneira:

Os sinais de entrada X7, Xo, ..., X,,, que sao sinais ou medidas provenientes do meio externo,
sdo apresentados ao neurénio e para melhorar a eficiéncia computacional sdo geralmente nor-
malizados. Cada sinal é multiplicado por um nimero, ou pesos sinapticos Wy, Wa, ..., W,,, que
indica a sua influéncia na saida da unidade, entao é feita a soma ponderada dos sinais que produz
um nivel de atividade. Se este nivel de atividade exceder um certo limite (threshold) € a unidade
produz um potencial excitatério se u > 6, caso contréario, o potencial serd inibitério. Ao sinal
u é aplicada uma fungao de ativacdo g(.), cujo objetivo é limitar a saida do neurénio dentro
do intervalo de valores razodveis a serem assumidos, gerando um sinal de saida y. O resultado

produzido pelos neurénios é similar & solugao das seguintes equagoes:
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Figura 2.2: Neuro6nio artificial.

i=1

y = g(u), (2.2)

sendo que a fungao de ativacao pode ser dividida em dois grupos principais: funcoes diferencidveis
por partes e diferencidaveis. No primeiro grupo a funcao com maior destaque é a funcao degrau

Figura 2.3, ja no segundo grupo uma das func¢oes mais usada ¢é a logistica Figura 2.4, descritas

abaixo:

1, seu>0
g(u) = (2.3)
0, seu<0
1

g(u) = ( (2.4)

1+ e Fu)’
sendo que § influencia na inclinacao da funcao logistica.

Arquiteturas neurais sao tipicamente organizadas em camadas, as quais sao nomeadas da

seguinte formas:

e Camada de Entrada: onde os padroes sao apresentados a rede.
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afu) g(u)
fi

B crescente

Figura 2.3: Funcgao degrau. Figura 2.4: Funcao logistica.

e Camadas Intermediarias ou Escondidas: onde é feita a maior parte do processamento,
através das conexoes ponderadas. Essas camadas extraem as caracteristicas do processo

ou sistema a ser inferido.

e Camada de Saida: onde o resultado final é concluido e apresentado.

Dependendo da disposicao de seus neurdnios e das suas formas de interligacao, as redes neu-
rais podem ser divididas em algumas arquiteturas principais: redes feedforward de camada
simples, com uma camada de entrada e uma camada de neuronios e que tem como principais
aplicacoes a classificagdo de padroes e a filtragem linear, pode-se citar o Perceptron e o Adaline
como as principais representantes deste tipo de rede neural; redes feedforward de cama-
das multiplas que sao caracterizadas pela presenca de pelo menos uma camada escondida de
neurénios, com uma gama grande de aplicagoes, como, aproximacao de fungoes, classificacao
de padrdes, identificacao de sistemas, otimizacao, robdtica e controle de processos. Essa rede é
uma das arquiteturas mais utilizada, sendo que o Perceptron multicamadas é o tipo mais famoso
dentre as redes desta arquitetura, além das redes de base radial (RBF) que também sdo bas-
tante utilizadas nessa arquitetura; redes recorrentes ou realimentadas, nesta arquitetura
as saidas dos neurdnios sao realimentadas como sinais de entrada para outros neuronios, assim
essas redes sao ideais para aplicacGes em previsao de séries temporais, otimizagao e identificagao
de sistemas e em controle de processos, onde a rede de Hopfield e Perceptron multicamadas com
realimentacao estao entre os principais tipos de redes; e redes reticuladas, nesta arquitetura
a disposicao dos neurdnios estd diretamente relacionada com o processo de ajuste dos pesos e li-
miares e tem aplicagdes em problemas de agrupamento (clustering), reconhecimento de padroes,

otimizacao de sistemas, e grafos.

A propriedade mais importante das redes neurais é a habilidade de aprender com seu am-

biente e com isso melhorar seu desempenho. Isso é feito através de um processo iterativo de
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ajustes aplicado a seus pesos, o treinamento. O aprendizado ocorre quando a rede neural atinge

uma solugdo generalizada para uma classe de problemas.

Denomina-se algoritmo de aprendizado um conjunto de regras bem definidas para a solugao
de um problema de aprendizado. Existem muitos tipos de algoritmos de aprendizado especificos
para determinados modelos de redes neurais, estes algoritmos diferem entre si principalmente

pelo modo como os pesos sdo modificados.

A rede neural se baseia nos dados para extrair um modelo geral. Portanto, a fase de apren-
dizado deve ser rigorosa e verdadeira, a fim de se evitar modelos espurios. Todo o conhecimento
de uma rede neural estd armazenado nas sinapses, ou seja, nos pesos atribuidos as conexoes
entre os neurénios. De 60 a 90% do total de dados deve ser separado para o treinamento da
rede neural, dados estes escolhidos aleatoriamente, a fim de que a rede aprenda as regras e nao
decore exemplos. O restante dos dados s6 é apresentado a rede neural na fase de testes a fim de

que ela possa deduzir corretamente o inter-relacionamento entre os dados.

Os processos de treinamento mais conhecidos sao:

e Treinamento supervisionado: quando é utilizado um agente externo que indica a rede a

resposta desejada para o padrao de entrada.

e Treinamento nao supervisionado: (auto-organizagao), quando nao existe um agente externo

indicando a resposta desejada para os padroes de entrada.
e Treinamento com refor¢o: quando um critico externo avalia a resposta fornecida pela rede.

e Aprendizagem usando lote de padrdes (off-line): quando o ajuste dos pesos da rede s6 sao

realizados apds a apresentacao de todo o conjunto de treinamento.

e Aprendizagem usando padrao-por-padrao (on-line): os ajustes dos pesos e limiares das

redes sao efetuados apds a apresentagao de cada amostra de treinamento.

2.1.1 Perceptron, Adaline e Regra Delta

O primeiro modelo para aprendizagem supervisionada de redes neurais, o Perceptron, foi
proposto por Rosenblatt em 1958, ele é a forma mais simples de uma rede neural usada para
classificacdo de padroes linearmente separaveis. A sua simplicidade é devida a ser constituida

de apenas um neurénio com pesos sindpticos ajustaveis e uma polarizagao. O Perceptron, de
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um unico neurénio é limitado a desempenhar classificacdo de padroes com apenas duas classes,
define-se classes C] e (5, usando, por exemplo, a funcao de ativacao degrau bipolar o Perceptron
pode atribuir o valor -1 para representar as amostras pertencentes a classe C, e atribuir 1
para as amostras pertencentes a classe Cy, isso é feito pela rede ponderando as entradas {z;},
que representam informagoes sobre o comportamento do processo a ser mapeado, pelos pesos
sindpticos {w;}, depois é adicionado o limiar de ativagao {f} e o resultado é repassado como

argumento da fungao de ativagao.

A separacao dessas duas classes neste caso é uma reta, dada pela equacio:

wir1 + wexe — O = 0. (25)

A Equacao (2.5) pode ser escrita da seguinte forma.

0
To = —ﬂxl + —. (26)
w9 w9

A representagdo geométrica desta separacdo linear é mostrada na Figura 2.5, onde pode-se
notar que os pesos determinam a inclinacao da reta e o limiar de ativacao determina o “offset”da

reta.

fz n
+
o+
o © w1
+ /7 o+
ot :
w0 Ty
0 O :
[wli

Figura 2.5: Representacao geométrica da funcao discriminante.

Para possibilitar a classificagdo de mais do que duas classes pode-se utilizar a expansao da
camada computacional de saida do Perceptron para incluir mais do que um neur6nio, entre-
tanto, as classes tém que ser linearmente separaveis para se ter um desempenho adequado, pois

aumentando o nimero de entradas obtem-se hiperplanos com fronteiras de separacao no lugar
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da reta.

A regra de aprendizado de Hebb é utilizada para fazer o treinamento do Perceptron ajustando

seus pesos e limiar.

Para cada amostra de treinamento apresentado para a rede é calculado o valor de Aw;(t)
e Af(t) e ajustados os pesos e o limiar, conforme as equagdes 2.7 e 2.8 abaixo. Caso a saida
produzida pelo Perceptron for coincidente com a saida desejada, tem-se um ajuste excitatorio

proporcional aos valores de seus sinais de entrada, caso contrario tem-se um ajuste inibitério.

wi(t + 1) = wi(t) + Awi(t) (2.7)

Ot +1) = 0(t) + Ad(2) (2.8)

sendo que os valores de A sdo calculados da seguinte forma:

Awi(t) = A8(t) = n(d®) — y)x®) (2.9)

sendo x(®) = [—1 xgk) xgk) xgc)]T a k-ésima amostra de treinamento;

d*) é o valor desejado para a k-ésima amostra de treinamento;
y € o valor de saida produzida pelo Perceptron;

1 é uma constante que define a taxa de aprendizagem da rede, ou seja o quao rapido

o processo de treinamento da rede estard sendo conduzido no sentido da convergéncia.

O processo de treinamento ajusta continuamente o hiperplano de separacao até que este

esteja posicionado de tal forma a permitir dividir as duas classes.

Uma generalizagao importante do algoritmo de treinamento do Perceptron foi apresentado
por Widrow e Hoff (1960) como o processo de aprendizagem “least mean square” (LMS), também
conhecido como regra delta. A diferenca funcional principal com a regra de aprendizagem
do Perceptron é a forma como a saida do sistema é utilizado na regra de aprendizagem. A
regra de aprendizado do Perceptron usa a saida da fungao de limiar (quer seja -1 ou 1) para a
aprendizagem. A regra delta utiliza a saida antes do seu mapeamento para os valores de saida
-1 ou 1. A regra de aprendizado foi aplicada ao “adaptive linear element”, também chamado

Adaline, o qual foi desenvolvida por Widrow e Hoff. Em uma implementacao fisica simples
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(Figura 2.6) este dispositivo consistia de um conjunto de resisténcias controldveis conectadas
a um circuito que pode somar as correntes provocadas pelos sinais de tensdao de entrada. O
somador é seguido de um “quantizador” que tem como saida -1 ou 1, dependendo da polaridade

da soma.
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Figura 2.6: Adaline.

O objetivo deste dispositivo é o de produzir um determinado valor y = d* em sua safda
quando o conjunto de valores xf, i =1,2,...,n, é aplicado nas entradas. O problema ¢é determinar
os coeficientes w; = 0,1, ..., n, de tal forma que a resposta seja correta para um grande ntmero de
conjuntos de sinais escolhidos arbitrariamente. Se um mapeamento exato nao é possivel, o erro
médio deve ser minimizado, por exemplo, no sentido dos minimos quadrados. Uma operacao
adaptativa significa que existe um mecanismo pelo qual o w; pode ser ajustado, normalmente
de forma iterativa, para atingir os valores corretos. Para a Adaline, Widrow introduziu a regra

delta para ajustar os pesos.

Para uma rede de camada tnica, com uma unidade de saida com uma funcao de ativacao

linear, a saida é simplesmente dada por

y=> wiz;+0. (2.10)
=1

Essa rede simples é capaz de representar uma relacao linear entre o valor da unidade de
saida e o valor das unidades de entrada. Aplicando o limiar no valor de saida, um classificador
pode ser construido (como a Adaline de Widrow), mas aqui a relagao linear e o uso da rede para

uma tarefa de aproximagao de funcao sera o foco principal. Nos espacos de entrada de vérias
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dimensoes a rede representa um hiperplano e ficaré claro que unidades de véarias saidas também

podem ser definidas.

Suponha que quer-se treinar a rede de tal forma que o hiperplano de separacao fique posici-
onado no melhor lugar possivel para um conjunto de amostras de treinamento que consistem de
valores de entrada z* e saidas desejadas d¥. Para cada amostra de entrada dada, a saida da rede
difere do valor alvo por (d¥ —y¥), onde y* ¢ a saida atual para este padrdo. A regra delta agora
usa um custo ou fungdo de erro com base nessas diferencas para ajustar os pesos. A fungao de
erro, como indica o nome “least mean square (LMS)”, é a soma do erro quadratico. Ou seja, o

erro total E é definido como sendo:

E=Y Bt = %Z(dk _ g2, (2.11)
k

k
sendo que o indice k varia dentro do conjunto de padrido de entrada e EF representa o erro
no padrao k. O procedimento LMS encontra o valor de todos pesos que minimizam a funcao
erro por um método chamado gradiente descendente. A ideia é fazer uma mudanca no peso

proporcional ao negativo da derivada do erro medido no padrao atual respectivo a cada peso:

OE*
Apw; = — 2.12
sendo v a constante de proporcionalidade. A derivada é
k k k
OE® _ OE"0y° (2.13)
ow; oYk Ow;
Segue da Equacao (2.10) que,
o k
ai = 2 (2.14)
(]
e segue de (2.11) que
OEk
F —(d* —y") (2.15)

e portanto pode-se escrever (2.12) como
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Apw; = 0z (2.16)

sendo 6F = d* — y* a diferenca entre a saida desejada e a saida atual do padrao k.

A regra delta modifica os pesos adequadamente para as saidas atuais, com base na saida
desejada independentemente de sua polaridade e para ambas as unidades de entrada e saida
sendo elas continuas e bindrias. Estas caracteristicas possibilitaram uma grande variedade de

novas aplicagoes.

2.1.2 Perceptron Multicamadas

Uma rede de camada tnica tem severas restricoes quanto a classe de tarefas que podem
ser executadas, ao contrario o Perceptron multicamadas é uma das arquiteturas de rede neural
mais versatil, a Figura 2.7 mostra uma representacao genérica deste tipo de rede, podendo ser

utilizada em diversos tipos de problemas, como:
1. Aproximacao de funcoes,
2. Reconhecimento de padroes,
3. Identificagao e controle de processos,
4. Previsao de séries temporais,

5. Otimizacao de sistemas utilizados.

Como a aproximagao de fungoes é o tipo de problema de maior interesse para este trabalho,
este capitulo concentra-se em redes feedforward com multiplas camadas de unidades de proces-
samento e no seu processo de treinamento, o back-propagation, cuja idéia central por trds desta
solucao é que os erros para as unidades da camada escondida sao determinados propagando-se
os erros das unidades da camada de saida no sentido da camada de entrada. Por esta razao, o
método é geralmente chamado de back-propagation. E também pode ser considerado como uma

generalizacao da regra delta para as funcgoes de ativacao nao-linear e redes multicamadas.

Uma rede do tipo Perceptron multicamadas tem trés caracteristicas distintas:

1. O modelo de cada neurtnio na rede tem uma nao-linearidade na saida. Um ponto impor-

tante para ser enfatizado é que neste caso a nao-linearidade é diferencidvel, diferentemente
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da fungao de ativacao degrau utilizada no Perceptron de Rosenblatt. A presenca da nao-
linearidade é importante porque caso contrario a relagao entrada-saida da rede poderia ser

reduzida a aquela de uma rede de uma camada.

2. A rede contém uma ou mais camadas escondidas de neurénios, que nao sio parte da
entrada ou da saida da rede. Esses neuronios escondidos possibilitam que a rede aprenda
tarefas complexas extraindo progressivamente informagoes mais relevantes dos padroes de

entrada.

3. A rede exibe um alto grau de conectividade, determinada pelas sindpses da rede. Uma mu-
danca na conectividade da rede requer uma mudanca na populagao das conexoes sindpticas

ou e11 seus pesos.

Para a deducao da regra delta generalizada utiliza-se a notacao vista na Figura 2.7,

1¥ Camada neural 27 Camada neural
escondida escondida

Camada neural

Camada de pragerei

entrada

) ) ) (2)
1 v K y!

Figura 2.7: Perceptron multicamadas.

sendo j o neurdnio de cada uma das L. camadas e pode ser representado como na Figura 2.8
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Figura 2.8: Configuracao de neuroénio.

e ¢g(.) representa uma funcao de ativacao que deve ser continua e diferencidvel em todo seu

dominio, por exemplo a funcao logistica ou tangente hiperbdlica.

O sinal de erro na saida do neur6nio j na iteragao k (apresentacdo do k-ésimo padrao de

treinamento) é definido por

ej(k) = d;(k) — y;(k), neurénio j é uma saida. (2.17)

Assim a soma dos erros quadraticos da rede é escrita da seguinte forma

E(k) =23 (k) (2.18)

jec
sendo que o conjunto C' inclui todos os neurénios na camada de saida da rede. Seja K o niimero

total de padroes de treinamento, o erro quadratico médio é calculado como

Eaw = 7 > E(k). (2.19)

O objetivo do processo de treinamento é o de ajustar os parametros livres da rede neural
minimizando Fg,. Considera-se um método simples para tal, ajustando os pesos a cada padrao

de treinamento apresentado.

Considere v;(k) o nivel de ativagao interna do neurdnio, produzido na entrada da fungao de

ativagao nao-linear do neuronio j como sendo
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vi(k) = wyi(k)ya(k) (2.20)
=0

com p sendo o total de entradas (excluindo o threshold) aplicadas ao neurénio j. O peso sindptico
wjo (correspondendo a entrada fixa yo = —1) é igual ao threshold 6; aplicado ao neurénio j.

Portanto o sinal y;(k) na saida do neurénio j na iteracao k é

yi(k) = g(v;(k)). (2.21)

De maneira similar ao algoritmo LMS o algoritmo back-propagation aplica uma corregao
Aw;;(k) no peso sindptico w;;(k), que é proporcional ao gradiente instantaneo 0E(k)/0w;; (k).

De acordo com a regra da cadeia, pode-se expressar esse gradiente da seguinte maneira

OE(k)  OE(k) dej(k) dy;(k) dv;(k)
8wji(k) N 3€j(k) 8%(/{?) 3Uj(k) 8wji(k) '

(2.22)

O gradiente OF(k)/0w;; (k) representa um fator de sensibilidade, determinando a direcao de

procura no espaco dos pesos para o peso sindptico wj;.

Derivando os dois lados da Equacao (2.18) em relacao a ej(k), obtém-se

DE(k)
de; (k)

= e;(k). (2.23)

Derivando os dois lados da Equacéo (2.17) em relacao a y;(k), obtém-se

e; (k)
dy; (k)

— 1. (2.24)

Continuando, derivando a Equacao (2.21) em relacao a v;(k), encontra-se

dy; (k)
dv; (k)

= g;j(v;(k)). (2.25)

Finalmente, derivando Equagao (2.20) em relacao wj;(k), encontra-se

Qv (k)
8wji(k)

= yi(k). (2.26)
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Portanto, o uso das equagoes 2.23 até 2.26 em 2.22, gera

OE(k) o A
Du(k) —e;j(k)g;(v; (k))yi(k). (2.27)

A correcao Awji(k) aplicada & wj;(k) é definida pela regra delta

9E(K)
T ow;i (k)

iji(k) = (2.28)

sendo n uma constante que determina a taxa de aprendizagem. O uso do sinal de menos na
Equagao (2.28) indica que o gradiente decresce no espago dos pesos. Consequentemente, o uso

da equagao 2.27 na 2.28 gera

Awji(k) = nd;(k)yi (k) (2.29)

sendo 0;(k) o gradiente local definido por

Sy

Das equagéGes 2.29 e 2.30 nota-se que um fator importante envolvido no célculo da correcao
do peso Awj;(k) é o sinal de erro e;(k) na saida do neurénio j. Neste contexto pode-se identificar
dois casos distintos, dependendo onde o neurénio j esta localizado na rede. No primeiro caso,
o neurdnio 57 é um né de saida, esse caso é simples de lidar, pois cada né de saida da rede
¢é fornecido com uma saida desejada, fazendo com que seja direto o cdlculo do erro associado
a saida do neuronio. No segundo caso, o neuronio j estd na camada escondida. Mesmo que
neuronios escondidos nao sejam diretamente acessiveis, eles compartilham a responsabilidade

em qualquer erro na saida da rede (Haykin (1994)).

Caso I: Neurdnio j na camada de saida

Quando o neurdnio j esta localizado na camada de saida da rede, ele é fornecido com uma
saida desejada, portanto pode-se usar a equacao 2.17 para calcular o sinal de erro e;(k). Tendo
determinado o erro e;(k) é direto o célculo do gradiente local d;(k) usando a Equacao (2.30)

(Haykin (1994)).
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Caso II: Neuronio j na camada escondida

Quando o neurodnio j esta localizado na camada escondida da rede, nao existe uma resposta
desejada para este neuronio, consequentemente, o sinal de erro teria de ser determinado recursi-
vamente em termos dos sinais de erro de todos os neurdnios nos quais aquele neurénio escondido
estd diretamente conectado. De acordo com a Equacao (2.30), pode-se redefinir o gradiente local

d;(k) para o neurdnio escondido j como

oy OE(k) Oy;(k) _ OE(k) , - NS , .
0;(k) = Dy (k) Doy (k) ayj(k)gj(v](k)), neuronio j é um no escondido (2.31)

sendo que na segunda igualdade utiliza-se a Equacao (2.25). Para calcular a derivada parcial

O0E(k)/0y;(k), pode-se prosseguir da seguinte forma:

Para diferenciar um neurénio escondido de um outro na camada de saida, ird ser utilizado

os indices j e 1 respectivamente. Reescrevendo a Equagao (2.18) obtém-se

1 ’
E(k) == Z e2(k), neurénio r é um né de saida. (2.32)
reC

Derivando a Equacao (2.32) em relagao a y;(k), obtém-se

OE(k) _ S (1 2

Dy; (k) Dy; (k) (2.33)

T

Utilizando a regra da cadeia novamente, agora para a derivada parcial de, (k)/0y; (k) pode-se

reescrever 2.33 da seguinte forma

OB(K) _ N~ Den(l) O, (K)
o0s0) ~ 2= ®) 50 ) 3y ) (2.34)

T

Como o neurdnio r ¢ um né de saida pode-se escrever o erro de forma direta

er(k) = dp(k) — yr(k) = dp(k) — gr(v,(k)), neurdnio r é uma saida. (2.35)

Portanto,
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Oe, (k)
ov, (k)

= —g. (v (k)). (2.36)

Para o neur6nio r o nivel de ativacao interna é

B) = 3w (R)y; (k) (2.37)
j=0

sendo que ¢ denota o nimero total de entradas (excluindo o threshold) aplicadas ao neurénio r.
Aqui, novamente, o peso sindptico w;q é igual ao threshold 6, aplicado ao neurénio r e a entrada
yo correspondente é fixada no valor -1. Portanto, derivando a Equacao (2.37) com relagao a

y;j(k), encontra-se

v, (k)
dy; (k)

e utilizando as equagoes 2.36 e 2.38 em 2.34, obtém-se a derivada parcial desejada:

= wy(k) (2.38)

E(k)
By] ) Zer )G (v (k))wyj (k 25 Jwy; (k (2.39)

sendo que na segunda igualdade, utiliza-se as definigdes do gradiente local §, (k) dadas na Equa-

¢ao (2.30) com o indice r substituindo o j.

Finalmente, usando a Equacao (2.39) em (2.31) , obtém-se o gradiente local §;(k) para o

neuré6nio escondido j (Haykin (1994))

8;(k) = g;j(v;(k)) Z O (k)wyj(k), neuronio j é escondido. (2.40)

T

2.2 Planejamento de Experimentos

Pode-se definir o planejamento de experimentos (do inglés Design of Ezperiments, DOE) ou
projeto experimental como sendo o projeto de qualquer experimento para coleta de informacoes,
onde a variacao estd presente, quer sob o total controle do experimentador ou nao. No entanto, na
estatistica, estes termos sao geralmente utilizados para experimentos controlados. Geralmente
se estd interessado em avaliar o efeito de um determinado fator, ou grupo de fatores em um

objeto experimental, que pode ser, uma pessoa, uma planta, um animal ou uma maquina e,
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portanto, pode ser utilizada por todas as areas de conhecimento.

Um experimento planejado é um teste, ou série de testes, no qual sdo feitas mudancas
propositais nas varidveis de entrada (z;) de um processo, de modo a se conseguir observar e

identificar mudangas correspondentes na resposta (y;).

O processo pode ser visualizado como uma combinagdo de méaquinas, métodos e pessoas,
que transforma um material de entrada em um produto, Figura 2.9. Este produto pode ter
uma ou mais caracteristicas de qualidade observaveis. Algumas das varidveis do processo sao
controldveis, enquanto outras sdo nao controldveis. Algumas vezes, esses fatores nao controld-
veis sdo chamados de fatores ruidos. Todas essas caracteristicas devem ser analisadas para o

planejamento do experimento, incluindo ainda a especificacao do objetivo do estudo.
Fatores confroldveis

Entrada l l 1 Saida

(efeito)

Matéria - prima

e —

Y: caracteristica

T 1 T de interesse

Z Z Z,

Fatores nde-controldveis

Figura 2.9: Processo (DOE).

Para se obter resultados confidveis fazendo a coleta de dados no minimo tempo e custo é de
fundamental importancia a utilizagao de técnicas estatisticas. Os experimentos planejados devem
ter um objetivo claramente definido, contendo todas as varidveis importantes ao experimento
e utilizando-as na escala adequada, além de terem um ntmero razoavel de experimentos, ou
seja, serem suficientes para detectar até os efeitos menos significativos, e ndo muito numerosos
a ponto de inviabilizar o estudo. Para isso é essencial o conhecimento de um especialista no

assunto.

Existem dois aspectos ligados a qualquer estudo experimental: o planejamento do expe-
rimento e a andlise estatistica dos resultados. Eles estao intimamente relacionados, ja que a

técnica de andlise depende diretamente do planejamento utilizado.

A utilizacdo de um modelo estatistico para planejar e avaliar os resultados de uma investi-
gacao é uma importante ferramenta, pois proporciona ao pesquisador uma precisa interpretagao
do fenomeno investigado. Um experimento planejado seguindo este critério, permite que se ob-

tenham resultados nao sé sobre a influéncia individual de cada variavel estudada, mas também,
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toda a gama de interagoes entre o total de varidveis consideradas.

Os resultados obtidos com estas experiéncias possuem duas aplicagdes imediatas: em inves-
tigagOes preliminares sobre certos fenomenos, onde tanto as influéncias individuais devidas as
variaveis envolvidas, como também aquelas influéncias originadas da combinacao de diversas
variaveis precisam ser rapidamente detectadas nos programas experimentais, procurando obter
modelos empiricos e semi-empiricos, em fun¢éo de um conjunto de condi¢Ges de operacao das
varidveis do processo (Costa (1997)). Sendo este tltimo o ponto de maior interesse para este
trabalho, pois pode-se com esse método, obter um modelo do sistema de estimativa de carga,

fornecendo fatores e obtendo a quantidade de carga na méaquina.

Foi proposto por Coleman e Montegomery (1993) as seguintes etapas para o desenvolvimento

de um Planejamento de Experimentos na Industria:

e Caracterizagao do problema: é absolutamente essencial desenvolver completamente todas
as idéias sobre o problema e sobre os objetivos especificos do experimento. Um relato
claro do problema e dos objetivos do experimento costuma contribuir substancialmente

para uma melhor compreensao do processo e para uma eventual solucdao do problema.

e Escolha dos fatores de influéncia e niveis: deve-se escolher os fatores que devem variar, os
intervalos sobre os quais esses fatores variarao e os niveis especificos nos quais cada rodada
sera feita. Exige-se conhecimento do processo para fazer isso. Esse conhecimento é em
geral, uma combinacao de experiéncia pratica e conhecimento tedrico. E importante inves-
tigar todos os fatores que possam ser importantes e evitar ser excessivamente influenciado
pela experiéncia passada, particularmente nos estégios inicias do experimento ou quando

0 processo nao estd ainda muito amadurecido.

e Selecao das variaveis de resposta: o experimentador deve ter certeza de que aquela varidvel
realmente fornece informacao ttil sobre o processo em estudo. Muitas vezes, a média ou
o desvio padrao (ou ambos) da caracteristica medida serd a varidvel-resposta. Respostas
multiplas ndo sao raras. A capacidade do medidor é, também, um fator importante. Se a
capacidade do medidor é baixa, entao apenas efeitos grandes de fatores serao detectados

pelo experimento, ou serad necessaria replicacao adicional.

e Determinacao de um modelo de planejamento de experimento: a escolha do planejamento
envolve consideracao sobre o tamanho da amostra (nimero de replicacoes), selecdo de uma

ordem adequada de rodadas para as tentativas experimentais, ou se a formagao de blocos
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ou outras restricoes de aleatorizacao estdao envolvidas. Se os primeiros passos forem feitos

corretamente, este passo sera relativamente facil.

e Conducao do experimento: quando da realizacao do experimento, é de vital importancia
monitorar o processo, para garantir que tudo esteja sendo feito de acordo com o planeja-
mento. Erros no procedimento experimental nesse estagio, em geral, destruirao a validade
do experimento. O planejamento geral, do inicio até o fim, é crucial para o sucesso. E fécil

subestimar os aspectos logisticos e de planejamento em um ambiente industrial complexo.

e Andlise dos dados: métodos estatisticos devem ser usados para analisar os dados, de
modo que os resultados e conclusoes sejam objetivos. Se o experimento foi planejado
corretamente e se foi realizado de acordo com o planejamento, entao o tipo de métodos

estatisticos exigidos nao serd complicado.

e Conclusoes e recomendagoes: uma vez analisados os dados, o experimento deve acarretar
conclusoes praticas sobre os resultados e recomendar um curso de acao. Métodos gréficos
sao em geral, usados nesse estagio. Seqiiéncias de acompanhamento e testes de confirmacao

devem ser também realizados para validar as conclusoes do experimento.

Existem quatro ferramentas fundamentais no planejamento de experimento para garantir um

bom resultado.

1. Plano de teste: a preparacao dos niveis dos fatores e das unidades experimentais, objeto

a ser testado, no projeto.

2. Agrupamento planejado: O agrupamento é uma técnica extremamente importante, utili-
zada com o objetivo de aumentar a precisao de um experimento. Em certos processos,
pode-se controlar e avaliar, sistematicamente, a variabilidade resultante da presenca de
fatores conhecidos que perturbam o sistema, mas que nao se tem interesse em estudé-los.
O agrupamento é usado, por exemplo, quando uma determinada medida experimental é
feita por duas diferentes pessoas, levando a uma possivel nao homogeneidade nos dados.
Outro exemplo seria quando um determinado produto é produzido sob as mesmas condi-
¢oOes operacionais, mas em diferentes bateladas. De modo a evitar a nao homogeneidade,

é melhor tratar cada pessoa e batelada como um bloco.

3. Aleatorizacao: Os métodos estatisticos requerem que as observagoes, ou 0s erros, sejam

varidveis aleatdrias distribuidas independentemente. Os experimentos, com suas réplicas,
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devem ser realizados de forma aleatéria, de modo a garantir a distribui¢do equanime de
todos os fatores nao considerados. Por exemplo, ao realizar-se um experimento para deter-
minar as varidveis determinantes do acabamento da peca em uma retifica, deve-se cuidar
da aleatoriedade na execugao do experimento, pois fatores criticos que nao estao no estudo
como temperatura ambiente e lote de matéria prima, podem influenciar as varidveis de
interesse de forma diferenciada, o que compromete a independéncia e a variabilidade entre

0s erros experimentais.

4. Replicacao: Fazer um experimento com réplicas é muito importante por dois motivos. O
primeiro é que isto permite a obtencdo do erro experimental. A estimativa desse erro é
bésica para verificar se as diferengas observadas nos dados sdo estatisticamente diferentes.
O segundo motivo se refere ao fato de que, se a média de uma amostra for usada para
estimar o efeito de um fator no experimento, a replicacdo permite a obtencdo de uma

estimativa mais precisa desse efeito.

2.2.1 Experimentos Com Mais de Um Fator

Por causa da complexidade da maioria dos processos, geralmente sao estudados varios fatores
em um experimento. Uma abordagem comum, em um experimento com varios fatores, é mudar
um fator de cada vez. Os experimentadores citam como razoes para suportar essa abordagem,
o fato de que se mais de um fator for mudado ele ndo conseguird determinar qual fator foi

responsavel pela mudanca na resposta.

Existem duas grandes deficiéncias no estudo de um fator de cada vez. O primeiro é que
frequentemente existem interagdes entre fatores que estao em estudo. Uma interagao significa
que o efeito de um fator no resultado pode depender no nivel de algum outro fator. Figure 2.10
contém gréficos respostas ilustrando varios graus de interagao. Na figura (a) nota-se que nao ha
interacao entre os fatores, pois a inclinacao da reta entre os valores minimo e maximo de cada
fator é a mesma, ja nos outros graficos nota-se inclinagoes diferentes das retas, principalmente no
grafico (d) onde a interagao entre os fatores é maior, serd mostrado mais adiante como elaborar

esse tipo de grafico Moen et al. (1999).

A segunda deficiéncia no estudo de um fator de cada vez é a ineficiéncia. A cada mudanca de
fator os dados coletados previamente sdo colocados de lado e novos dados sao coletados. Cada

conjunto de dados fornece informacao de apenas um fator.
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Figura 2.10: Exemplo de interagoes entre fatores Moen et al. (1999).

O projeto ou experimento fatorial prevé uma eficiente alternativa ao estudo de um fator de
cada vez. O projeto fatorial permite o estudo de interagtes entre fatores e permite que toda a

informacao do experimento seja usada para estudar cada fator (Moen et al. (1999)).

Para se testar um experimento fatorial completo tem que se executar todas as combinacoes
dos niveis de cada fator, por exemplo se existem 3 fatores, o primeiro com dois niveis, o segundo
com 3 niveis e o terceiro com 5, entao serd necessario executar 30 (2 x 3 x 5) rodadas de teste,
onde uma rodada é definida como o conjunto de testes necessédrios para se obter o resultado do
teste, para uma réplica de teste. No caso de estudo com fatores de 2 niveis (minimo e maximo)
usa-se a notacdo 2F, onde é o nimero de fatores a serem testados, no caso de 3 fatores sao
necessarios 2 x 2 x 2 = 8 testes. Os experimentos 2¥ constituem uma importante classe de

planejamento, pois:

e O numero de ensaios envolvidos na realizacao desses experimentos é relativamente pequeno.

e A regiao experimental nestes experimentos pode ser restrita, porém pode indicar tendéncias

e determinar uma melhor (ou mais adequada) diregdo para novos experimentos.
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e Estes experimentos podem ser aumentados com a inclusdo de novos niveis e/ou novos

fatores.

e Os experimentos 2 formam a base dos Experimentos Fatoriais Fracionados, onde somente

alguns dos possiveis tratamentos sao observados.

Para se mostrar a combinacao de fatores e niveis de um experimento fatorial pode-se montar
uma matriz de planejamento, que pode ser montada de diversas maneiras. Em um experimento
2F geralmente é usada a notagdo - (menos), para fatores no nivel minimo e 4 (mais) para fatores
no nivel méximo. Para fatores qualitativos os sinais + e - podem ser escolhidos arbitrariamente.
Ver exemplo na Tabela 2.1 , onde os valores da tabela nao foram tirados de um exemplo real,

foram escolhidos apenas para fins ilustrativos.

Tabela 2.1: Exemplo de matriz experimental.

Fatores | Saida

Teste | A| B Y
1 - - 6
2 + - 11
3 - + 8
4 + | + 15

Pode-se calcular o efeito (EF) de cada fator da seguinte forma

15+11 6+8
EF, = _ _
A 2 5~ 0
15+8 1146
EFy = ; - 2+ —3 (2.41)

ou seja, para o fator A, a média das respostas referentes ao valor negativo de A (neste caso 6 e
8) s@o subtraidos da média das respostas referentes ao valor positivo de A (neste caso 15 e 11),

o mesmo ¢ feito para o fator B.

Pode-se mostrar o efeito de cada fator de forma gréafica como na Figura 2.11
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Figura 2.11: Exemplo de grafico de efeito.

Para ver uma forma grafica da tabela 2.1 ver Figura 2.12 que é chamada de arvore amostral,

sendo que para as duas formas as letras A, B, C e D representam os fatores testados.
A : +
B - $ - -
C - + - + - + - +
DIEEE S IEIE SRR SR SRR
Figura 2.12: Exemplo de arvore experimental.

Para a execucao dos testes comeca-se pela ultima linha da drvore e sobe-se até a primeira
linha observando quais os niveis para cada fator. Na arvore acima comecga-se pelo primeiro
nivel de D, que é negativo, subindo uma linha encontra-se C também negativo, na préxima
linha enconta-se B negativo e na primeira linha A também é negativo, portanto para o primeiro

teste deve-se ajustar todos os fatores A, B, C e D no seu nivel minimo. Deve-se repetir esse

procedimento para todos os niveis da ultima linha.
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Em um experimento fatorial completo é necesséario considerar a interagao de todos os fatores,
no caso de um experimento com 3 fatores, por exemplo A, B e C, é necessario analisar A, B,

C, AB, AC, BC e ABC. No exemplo anterior, pode-se acrescentar na tabela a interagdo AB
multiplicando A por B.

Tabela 2.2: Exemplo de matriz experimental completa.

Fatores Saida
Teste | A | B | AB Y
1 -l -+ 6
2 + | - - 11
3 -+ - 8
4 + |+ + 15

O desenvolvimento do modelo matematico baseado nos dados é outro método quantitativo

para a andalise. Y=f(x) pode ser escrito como uma expressao matematica.

Y = o+ BaA+ BB + BapAB. (2.42)

Os efeitos sao usados para estimar os coeficientes (1/2 dos efeitos) e fy é a média de todas

as saidas. Este modelo pode auxiliar na previsao, investigacoes futuras, andlise de residuos e

testes confirmatorios.

Continuando o exemplo anterior:

15+11 648

Ba ’ ( 9 9 )
15+8 1146
B =0,5(— = — =) = 1,5
1546 1148
BAB:0,5( 2 - 2 ):055
154+114+846
PRELES CEEX R
4
Y =10+ 3A+1,5B + 0,5AB. (2.43)

2.2.2 Fatorial Fracionario

O ntmero de corridas exigido por um experimento fatorial completo aumenta geometrica-
mente com o aumento do numero de fatores. Experimentos fatoriais com dois ou trés fatores

fazem uso eficiente dos recursos utilizando toda a informagao para estimar o efeito médio e inte-
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racoes. Porém, quando o nimero de fatores aumenta, aumenta também a parte dos dados que

sao utilizados para estimar interacoes de maior ordem, que geralmente sao insignificantes.

Os experimentos fatoriais fraciondrios sao uma importante classe de planejamento de expe-
rimentos que permitem que o tamanho dos experimentos fatoriais sejam mantidos vidveis, mas

ainda permitindo a estimativa de efeitos importantes (Moen et al. (1999)).

Estes experimentos fatoriais estao fundamentalmente baseados em trés idéias:

1. Efeitos principais: Quando existem muitas varidveis, o sistema ou processo sera dirigido

por alguns efeitos principais e interagoes de baixa ordem.

2. Propriedades projetivas: Fatoriais fracionados podem ser projetados para que os fatores

mais significantes tenham os maiores efeitos.

3. Experimentos seqiienciais: E possivel combinar as corridas de dois (ou mais) fatoriais
fracionados para montar sequencialmente um planejamento maior para estimar os fatores

e interacoes de interesse (Montegomery (2001)).

A notagao utilizada para um experimento fatorial fraciondrio leva em consideragao a diferenca
de um fatorial completo para o fraciondrio, enquanto 27 indique um fatorial completo com 7
fatores e 128 rodadas, 2°~% indica uma fracio de 1/16 do fatorial completo 27 e resulta em 8

rodadas de testes.

2.3 Motor Sincrono Trapezoidal

O motor trifésico utilizado é ligado ao inversor na forma estrela, como mostra a (Figura 3.5),
e tem o arco magnético de 180° e a corrente de fase de onda quadrada de 120°. Ligando sempre
duas fases ao mesmo tempo obtem-se uma forca magnetomotriz distribuida de tal forma que a
qualquer momento existem dois setores, de polaridades opostas, cada um com 120° elétricos de

largura, separados por setores de 60° elétricos com for¢a magnetomotriz zero.

A (Figura 2.13) mostra um modelo simplificado deste tipo de motor, onde a &rea mais escura
no estator representa seu polo norte com arco de 120° e a parte mais escura do rotor representa
seu polo norte com arco magnético de 180°. Chaveando-se as trés fases adequadamente a cada
60° obtém-se torque constante, pois, sempre % do rotor vai estar sobre influéncia do campo

magnético do estator.
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Figura 2.13: Motor BPM com arco magnético de 180° e corrente de fase de onda quadrada de

120°.

As formas de onda das correntes de estator podem ser vistas na (Figura 2.14)

Corrente

la

60" 180~ 360" Fase

Figura 2.14: Forma de onda das correntes de fase.

A poténcia instantanea sendo convertida de elétrica para mecanica é

P =wTl, =2el (2.44)

sendo I a amplitude da corrente elétrica e o namero 2 vem do fato que duas chaves do inversor

estao conduzindo ao mesmo tempo. Portanto o torque eletromagnético é dado por
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T, = AN, Bylr1 I(Nm). (2.45)

Escrevendo E = 2e, para representar a forca eletromotriz combinada para duas fases em

série, as equacoes de torque e forga eletromotriz podem ser escritas da seguinte forma

FE = kow (2.46)
T =kol (2.47)
sendo
4
k= — 2.48
o ph ( )
¢ = Byriml. (2.49)

Fica claro que com formas de ondas adequadas como as da (Figura 2.14) e com comutagcoes

das chaves do inversor corretas é possivel controlar o motor BPM (Miller (1993)).

As caracteristicas de torque T e velocidade w do motor BPM podem ser descritas através

das seguintes equagoes

- L (2.50)
Ww=w - — .
0 T
com a velocidade em vazio sendo dada por
v

wo = k—(bmd/sec (2.51)

e o torque do rotor travado como
To = koly (2.52)

sendo Iy a corrente de rotor travado e é igual a V/R, sendo que R é a soma das resisténcias de

duas fases em série e V' é a tensao de alimentagao.
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Controlando a tensao de alimentacdo com um PWM pode-se controlar a corrente das fases

e assim controlar o motor.

Essas caracteristicas do motor serao utilizadas para calcular a quantidade de carga na la-
vadora de roupas, o tipo de controle implementado no microcontrolador da méquina gera um
sinal PWM para controlar a velocidade do cesto, disponibilizando mais ou menos corrente ao
motor para que a velocidade permanega constante independente da quantidade de carga, com
isso pode-se deduzir que a corrente é proporcional & quantidade de carga na maquina, pois é

necessario mais torque para manter a maquina na velocidade determinada se a carga for maior.

2.4 Algoritmos de Estimativa de Carga

Nao é comum no meio académico o estudo de algoritmos de estimativa de quantidade de
roupas aplicado em maquinas de lavar roupa, porém na industria de eletrodomésticos a pesquisa

deste tipo de algoritmo ¢é bastante frequente.

Existem varias patentes sobre o assunto para maquinas de lavar. Na patente KR20050011569
(Cho Kwan et al. (2005)), uma méquina acionada por um motor DC sem escovas, tem a velo-
cidade do cesto definida como uma primeira velocidade mais baixa onde a corrente do motor é
medida, entao a velocidade do motor é comandado a uma velocidade mais elevada onde a cor-
rente do motor é medida novamente, sao aplicados filtros passa-baixa com diferentes frequéncias
de corte as correntes e com esta informacao o desequilibrio é estimado e utilizado para compensar

a medi¢ao do tamanho da carga, que é feito com a amplitude da corrente.

Em JP4256788 (Nakamura e Kiuchi (1992)) uma rede neural ¢ usada para estimar a quanti-
dade de carga em uma méquina de lavar roupas, e o processo de aprendizagem é durante o uso
da maquina, para as primeiras poucas vezes que a maquina é usada, a quantidade da carga tem

que ser indicada pelo usudrio, com base nestas informacoes a rede neural é treinada.

Baseado no conhecimento obtido desses estudos e patentes e com a experiéncia adquirida
durante a elaboracao deste trabalho, pode-se definir alguns requisitos para o algoritmo de esti-

mativa automatica de quantidade de carga em uma maquina de lavar roupas.

1. Bésicos

e Durabilidade (sensor/sistema)

e Confiabilidade
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Robustez

2. Desempenho

Precisao

Repetibilidade

Existem alguns principios para determinacao da quantidade de roupa conhecidos, pode-se

citar alguns deles:
1. Método inercial

A quantidade de energia necessaria para colocar determinada massa em movimento é funcao
do torque do motor, massa deslocada, perdas por atrito e da diferenca de velocidade inicial e
final. Este método descrito na patente P1I0300737-5 (Martins et al. (2003)) exige alguma forma
de estimar a velocidade do cesto onde a roupa é acondicionada para o processo de limpeza.
Alguns fatores que influenciam neste método sdo o torque do motor, as perdas por atrito e o
modo de determinacao da velocidade do cesto, conforme descrito abaixo. O equacionamento

deste método ¢é descrito na patente citada acima.

Torque do motor - O torque do motor é funcao da tensdao de alimentagdo e da velocidade
do motor. Cada tipo de motor apresenta uma familia de curvas caracteristicas torque versus

velocidade em funcao da tensao de alimentacao.

Perda por atrito - A perda por atrito pode variar com o tempo em funcao do desgaste dos
mecanismos (mancais, buchas, eixos) ou por mudanga de propriedade fisica da lubrificacao. O
atrito pode ser estimado pelo tempo necessdrio para desacelerar determinada massa. Assim,

quando o motor ¢é desligado, quanto mais rapido o cesto com as roupas parar, maior é o atrito.

Velocidade do cesto - Existem intimeras maneiras para estimar a velocidade do cesto: Taco-
gerador: Sensor elétrico de velocidade angular acoplado diretamente ao eixo de alguma parte em
movimento angular sensivel & velocidade do cesto mével que comporta a roupa do consumidor. A
tensao elétrica e/ou freqiiéncia do sinal gerado pelo tacogerador é fungao da velocidade angular.
Optico: Sensor 6ptico de velocidade angular acoplado diretamente ao eixo de alguma parte em
movimento angular sensivel a velocidade do cesto mével que comporta a roupa do consumidor.
A freqiiéncia de chaveamento do sensor éptico é fungéo da velocidade angular. Back EMF: O
motor utilizado como elemento propulsor da méquina de lavar gera sinal elétrico quando o motor

é desligado. A amplitude e a freqiiéncia deste sinal elétrico é funcao da velocidade do cesto.
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2. Método de saturacao com agua

Neste método, a quantidade de dgua necesséaria para molhar a roupa é funcao da sua quanti-
dade e propriedades de absor¢ao. No inicio do ciclo de lavagem, uma vélvula permite a entrada
de dgua até um determinado nivel associado a um procedimento que molha toda a roupa no
cesto, este procedimento pode consistir em rotacionar o cesto lentamente durante o enchimento
de dgua. Desliga-se a valvula e liga-se uma bomba para recircular a dgua que ja foi admitida
ao cesto. Durante esta recirculagdo, mede-se a variacao do nivel de dgua e um algoritmo de
decisao define o nivel de liquido a ser utilizado no processo de lavagem, esse método é descrito
na patente PI0601846-7 (Rocha (2008)). O nivel de dgua é determinado por um sensor de nivel,
o qual converte a pressao exercida pela coluna de dgua no tanque em sinal elétrico. Alguns exem-
plos de sensores sao os de principio piezoelétrico, de extensometria (strain gage), semicondutor,

indutivo, capacitivo ou resistivo.
3. Método de empuxo

Neste método, a quantidade de 4gua necessaria para contrabalancear o peso da roupa contra

um sistema com determinada flutuacgao é funcéo da quantidade de roupa sobre este sistema.

Bolsas plasticas cheias de ar sdo colocadas no fundo do cesto para que quando o tanque
encha de dgua faca com que o cesto flutue, quanto maior a carga no cesto mais agua é necessaria
para fazer o cesto flutuar, medindo a quantidade de dgua necessaria para a flutuacdao do cesto

estima-se a quantidade de carga.



39

Capitulo 3

Sistema Utilizado

3.1 MaAquina de Lavar Roupas

As méaquinas de lavar podem ser divididas basicamente em dois subgrupos principais, as de
eixo vertical (carregamento de carga pela parte superior da maquina) e as de eixo horizontal
(carregamento de carga pela parte da frente da méquina). Dentro das méquinas de eixo vertical
existem maquinas que utilizam agitadores e as que usam impulsores, conhecidos como impellers
na industria, essa divisao pode ser vista na Figura 3.1, onde a linha tracejada delimita a aplicacao
do algoritmo neste trabalho, sendo que com algumas pequenas adaptacoes o algoritmo pode

também ser aplicado em maquinas de eixo horizontal.

Mdquina de Lavar | !
Y wm O

Front Load

Top uad

Figura 3.1: Tipos de méaquinas de lavar.
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A maquina onde o algoritmo foi desenvolvido é constituida por um tanque plastico suspenso
por quatro varetas de suspensao, um exemplo deste tipo de suspensao pode ser visto na Figura
3.2. Dentro do tanque encontra-se um cesto de aco inoxidavel com furos para possibilitar a
extracao de dgua. Quando este cesto é rotacionado em torno de seu eixo, existe também um
impeller para agitar as roupas durante o processo de lavagem. H& também um motor DC
sincrono trapezoidal (em inglés, Brushless Permanent Magnet ou BPM) de 42 polos, 400W e

1100 RPM que é conectado diretamente, através de um eixo ao impeller.

Figura 3.2: Maquina de lavar em corte.

Nas Figuras 3.3(a) e 3.3(b) pode-se ver o rotor e o estator do motor utilizado e na Figura 3.4
o estator é mostrado montado no fundo do tanque da méquina. Para centrifugar a carga, o cesto
¢é acoplado ao eixo do motor através de um mecanismo de engate. Existem ainda uma bomba
de drenagem e valvulas para o enchimento da maquina, assim como, um controle eletronico que

controla o motor, a bomba de drenagem e as valvulas de entrada de dgua e que contém um micro
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controlador, relés e um inversor de freqiiéncia, cujo esquematico pode ser visto na Figura 3.5.
Esse controle eletronico ainda tem sensores para medir a tensao do barramento DC que alimenta
o motor,o0 sensor de corrente do motor, os sensores de temperatura do motor e do médulo de

controle do motor (ponte de IGBTS, como mostrado no esquemadtico do inversor).

(a) Rotor (b) Estator

Figura 3.3: Rotor e estator do motor BPM.

S P &
Vv 1 3 5
. - 3
a b c
4 6 2
—a - -
O & 8-
0
A B C
Figura 3.4: Estator na méaquina. Figura 3.5: Esquematico do inversor.

3.2 Sistema de Aquisicao e Tratamento de Dados

O algoritmo, que sera descrito no Capitulo 4, foi implementado diretamente no software do
controle eletronico aproveitando o software existente na maquina. O software modificado, além

de comandar as cargas da maquina para a execugao do algoritmo, também 1é as variaveis fisicas
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fornecidas pelos sensores e publica essa informacao periodicamente em uma porta serial. Essa
informacao ¢ lida por um computador e é salva em um arquivo do tipo csv (Comma-separated

values) que pode ser visualizado em um editor de planilhas como o excel.

Diante da grande quantidade de testes, principalmente para gerar os dados de treinamento
da rede neural, foi necessario criar um programa em Matlab para a leitura automatica de todos

os arquivos gerados.

Neste programa ¢é informado apenas o local onde os arquivos se encontram e o nome do
arquivo de saida que ele busca as informacoes relevantes em cada arquivo e as salva em um
outro arquivo do excel (zls). Apés a leitura de todos os arquivos e da criagdo do arquivo de
saida algumas das varidveis sdo mostradas em um grafico na interface do programa. A Figura

3.6 mostra a interface do programa.

nlng_Reader_Ul Q |

Menu

FwwhirlpoolyPushButton_LogReadericay_files\Run_01.cav Procurar... I

Current (ADC counts)

Output File Name 0 10 20 0 a0 50 B0 70 g
Output bk Run
x 10
10 T T T T T T T T
Run = U PP KA, A
- * . * **
* “‘ *,
o .
£ E".. """"""""""
= . s e KN
@ o, A * A RO
R —— S S e
e
B e
o] ISP PSR Y .
- Rl o Ciad
5 L L L L L L L L
0 10 20 30 40 a0 B0 70 al

Figura 3.6: Programa leitor de arquivos.

Para implementar e testar a rede neural foi utilizado o Toolbox Neural Network do Matlab,
que pode ser acessado da janela principal com o comando “nntool” e que na versao 2009a do

Matlab tem a seguinte interface grafica, Figura 3.7.
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[ Input Data: B Networks il Output Data:
o Target Data: u Error Data:
) Input Delay States: ¥} Layer Delay States:

’__ &Imporl.. ”E‘}New'.. “ B open... || & toport.. || & Delete |

Figura 3.7: Neural network toolbox.
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Capitulo 4

Resultados

4.1 Algoritmo Desenvolvido

Baseando-se nas equagoes do motor, mostradas na se¢ao 2.3, fica claro que o torque gerado
pelo motor é proporcional & corrente aplicada nele, a Equacao (2.52) mostra essa relagao. Por-
tanto a corrente do motor sera utilizada como varidvel resposta para estimar a quantidade de
carga dentro do cesto e o tempo de desaceleracao do cesto também serd utilizado para determinar

a influéncia do atrito nesta varidvel.

A primeira versao do algoritmo era baseada na rotacio do cesto com uma velocidade angular
constante, uma velocidade alvo era estipulada ao motor e para manter essa velocidade, o controle
aplicava uma corrente adequada baseada na resposta do sensor de velocidade, lembrando que o
cesto estd acoplado ao eixo do motor durante esta etapa, como descrito na segao 3.1. A corrente

necessaria para girar cargas maiores é também maior.

O problema desta abordagem é que, em regime permanente, a corrente necessaria para girar
o cesto é bastante pequena, e a diferenca de corrente entre uma carga alta e uma carga baixa
¢ menor ainda o que tornou essa abordagem invidvel, pois a resolucao do sensor de corrente

presente no moédulo de controle do motor nao era capaz de diferenciar as cargas.

A segunda versao do algoritmo utiliza rampas de aceleragdo do cesto. Essa abordagem
gera niveis de corrente muito maiores do que a abordagem anterior, pois a corrente do motor
na partida é muito maior do que em regime permanente. A idéia é imprimir ao motor uma
taxa de acelerag@o constante, com a intencao de diferenciar a quantidade de carga, pois cargas

maiores exigem do motor um torque gerado maior, para uma mesma taxa de aceleracao quando
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comparadas com cargas menores, ol mesmo com o cesto vazio, portanto o algoritmo de controle
do motor aplica diferentes niveis de corrente ao motor baseando-se na rampa de aceleracao

desejada e na quantidade de carga dentro da maquina de lavar.

O cesto de uma maquina pode ser considerado um cilindro, se algumas curvas em sua base
sao desconsideradas, portanto o momento de inércia pode ser calculado pelas equacoes 4.1 e 4.2

para um cilindro oco e um cilindro macigo (cesto cheio de carga) respectivamente.

1
J. = 5m(R% + R3) (4.1)
1 2

sendo m a massa do cilindro e R; e Ry os raios externo e interno, ver Figura (4.1).

O torque mecanico de aceleracao do motor é proporcional ao momento de inércia do cesto
como mostra a Equagao (4.3)

T=Joa=Jw (4.3)

com « sendo a aceleracao angular.

Pode-se concluir que a distribuicao da carga dentro do cesto influencia bastante no resul-
tado. Para minimizar esta influéncia foi implementado no algoritmo uma centrifugacao pequena
antes do inicio das medidas para distribuir melhor as cargas, mesmo assim com o aumento da
quantidade de carga, Ry diminui e quando a méaquina estd com sua carga maxima o cilindro se

torna macico, o que indica que a relacao carga e inércia nao é linear.

Figura 4.1: Momento de inércia de um cilindro.

Outro fator que influencia a medida da corrente é o atrito, para minimizar a influéncia do
atrito estdtico, que pode variar de méquina para méquina e com o tempo. O cesto é comandado

para uma velocidade pequena e constante antes da rampa de aceleracao constante ser iniciada.
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E para minimizar a influéncia do atrito dinamico é medido o tempo que o cesto demora para
parar depois da rampa de aceleracao, essa medida também é levada em consideracao no calculo

da massa dentro do cesto.

Com as consideragoes feitas acima o seguinte algoritmo foi desenvolvido:

1. Acelerar o cesto até 165 RPM.
2. Desligar o motor e esperar o cesto parar de girar. (distribuir a carga)
3. Acelerar o cesto até 35 RPM.

4. Medir a tensao de linha, a temperatura do motor e a temperatura do médulo de controle

do motor.
5. Acelerar o cesto até 165 RPM com uma taxa de aceleracao constante.

6. Medir a corrente do motor entre as velocidades de 55 e 155 RPM com uma periodo de

aquisi¢do constante (200 us) e somar toda a corrente medida.
7. Desligar o motor e medir o tempo de desaceleracao.
8. Repetir os passos 3 a 7 seis vezes.

9. Calcular a média das seis medidas (para melhorar repetibilidade).

Como mencionado acima, o primeiro e segundo passos tem o objetivo de distribuir a carga
uniformemente dentro do cesto. O terceiro passo serve para minimizar o efeito do atrito estatico
na medida, como o algoritmo é executado antes de se molhar a carga existe a possibilidade de
alguma peca de roupa ser jogada para fora do cesto caso a velocidade angular seja muito elevada,

por isso a escolha de uma velocidade pequena, os 165 RPM, para prevenir esse problema.

No passo 4 sao feitas as medidas da tensao de barramento do inversor, da temperatura do
motor e do médulo de controle do motor, isso é feito porque todos esses fatores afetam a medida

de corrente e serao levadas em consideracao na hora do calculo da massa no cesto.

A resisténcia do enrolamento do estator varia com a temperatura, portanto a corrente tam-
bém varia com a temperatura do motor, a temperatura do médulo de controle do motor faz a
resisténcia shunt, o sensor de corrente, variar seu valor, também alterando a medida da corrente,
e por fim a tensdao do barramento também tem relagdao direta com a corrente do motor pela lei

de Ohm.
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Resumindo todos os fatores mais relevantes na leitura da corrente:

1. Distribuicao da carga.

2. Atrito do sistema mecanico da maquina.
3. Tensao de barramento do inversor.

4. Temperatura do motor.

5. Temperatura do médulo de controle do motor (onde existe o sensor de corrente).

Todas essas influéncias tém base tedrica e foram comprovadas experimentalmente, como sera

mostrado na sec¢ao 4.2.

A rampa de aceleracao constante é comandada no passo 5, para que a corrente possa ser
medida. Essa corrente é medida no passo seguinte com uma taxa de aquisicdo constante, e no

final deste passo ¢ feita a soma de toda a corrente medida.

O tempo que o cesto leva para desacelerar é medido no sétimo passo, esse tempo depende
do atrito dinamico do sistema e é utilizado no cédlculo da quantidade de carga para eliminar a

influéncia do atrito na medida da carga.

A algoritmo é repetido por 6 vezes para filtrar ruidos que possam eventualmente interferir
nas medidas, a quantidade de repeticoes foi escolhida como sendo 6 para nao aumentar demasi-

adamente o tempo do ciclo de lavagem, mas ainda permitir a filtragem adequada das medidas.

A Figura (4.2) ilustra o perfil de velocidade do cesto, e a corrente do motor. O fluxograma

do algoritmo desenvolvido pode ser observado na Figura (4.3).

— Corrente (UAD)

B=r={ ettt —Velocidade (RPM)

155]--—-----~

55| - ===q
35 b

£ A~

Corrente
Integrada

Tempo de
Desaceleracéo

35 67 Tempo (s)

Figura 4.2: Comportamento de w e [ entre os passos 3 e 7.
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Acelerar Cesto
(165 RPM)

Velocidade =
165 RPM?

Sim

A 4
Desligar Motor

Velocidade =
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Acelerar Cesto
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Incrementa
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elocidade =
35 RPM?

Sim
A 4
Acelerar Cesto
(165 RPM)

7elocidade
0 RPM?

Sim

Contador = 67

Sim
Calcular média
das medidas
Figura 4.3: Fluxograma do algoritmo.

As segoes 4.2 e 4.3 mostram como os dados obtidos com o algoritmo sao usados para a

obtencao da quantidade de carga.
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4.2 Planejamento de Experimentos

Com base no conhecimento adquirido sobre a maquina de lavar utilizada e em experimen-
tos anteriormente realizados, os fatores que tém mais influéncia no algoritmo para estimar a
sua carga foram escolhidos para compor uma nova experiéncia. Estes fatores s@o: maquina,
motor, temperatura do motor, temperatura do mdédulo de controle do motor, placa de controle

eletronico, tamanho da carga e tensao.

Devido as variagbes normais nos processos de producgao de pecas, as maquinas podem ter
massas e dimensoes um pouco diferentes umas das outras, que podem mudar a inércia e atrito do
sistema. Motores podem ter diferentes torques e resisténcia de enrolamento, que pode mudar a
corrente do motor. A temperatura do motor e de seu médulo de controle sdo outros fatores que
podem mudar a leitura da corrente, pequenas variagoes em componentes eletronicos na placa de
controle também podem afetar essa leitura e tensoes diferentes das nominais também impactam

a corrente do motor.

Se um experimento fatorial completo fosse realizado com esses sete fatores seriam necessarias
27 = 128 (sete fatores com dois niveis cada) testes, ou corridas. Uma vez que é necessario
executar pelo menos trés vezes o experimento, a fim de se avaliar a variacao dentro do conjunto
acima, haveriam 384 medigoes para serem feitas. Para simplificar o experimento, um experimento
fatorial fracionario foi projetado com 2772 = 32 corridas e trés medicdes para cada configuracao,
portanto, um total de 96 medidas foram realizadas. O planejamento experimental completo é
mostrado na Tabela 4.1, e sua arvore experimental na Figura (4.4), tanto na tabela quanto na
figura os fatores A, B, C, D, E, F e G representam méquina, motor, temperatura do motor,
temperatura do médulo de controle do motor, placa de controle eletronico, quantidade de carga
e tensao do barramento, respectivamente, -1 e 1 representam os niveis alto e baixo para cada

fator.

Como definido na secao 4.1, para cada configuracao de teste as medidas sao repetidas 6 vezes
e o valor utilizado aqui é a média dessas medidas, portanto, na Figura (4.4) cada medida da

ultima linha é a média das 6 medidas do algoritmo.

Com o software JMP, de analise estatistica, foram avaliados os resultados dos testes realiza-
dos. Primeiro foi verificada a influéncia dos fatores avaliados nas varidveis resposta, corrente do
motor e tempo de desaceleracdo. A influéncia na corrente e no tempo de desaceleracdo podem

ser visto nas Figuras (4.5 )e (4.6) respectivamente.
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Tabela 4.1: Tabela experimental.
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Figura 4.4: Arvore experimental.
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Figura 4.5: Influéncia dos fatores na corrente.
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Figura 4.6: Influéncia dos fatores no tempo de desaceleragao.

Os graficos acima sao denominados de pareto, na coluna Term estao os fatores, que podem
ser individuais ou combinados, a coluna Fstimate mostra o peso calculado para cada fator ou
conjunto de fatores da coluna Term . Pode se notar que para as duas varidveis resposta o fator
que é mais relevante é a quantidade de carga, portanto esse resultado confirma a teoria e pode-se

partir para a determinacao do modelo de estimativa de carga baseado nestas variaveis resposta.

Para calcular o modelo matematico Y = f(x), com Y sendo a quantidade de carga e x um
vetor dos fatores medidos, é necessario utilizar na equacao final apenas fatores que podem ser
medidos durante o funcionamento normal da maquina, portanto os fatores de variacao incluidos

no planejamento experimental, com a intencao de avaliar a robustez das varidveis resposta,
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Figura 4.7: Gréfico pareto do fatores medidos mais relevantes.

nao serao levados em consideragao nesta fase de modelagem. Os fatores que serao incluidos na
modelagem sao os fatores C (temperatura do motor), D (temperatura do médulo de controle do
motor) e G (tensao do barramento) além das varidveis resposta corrente do motor e tempo de

desaceleracao.

A Figura (4.7) mostra o grafico de pareto com os fatores mais relevantes para o célculo da
varidvel resposta Y, onde CurrentAverage é a corrente do motor, AvgRPSTemp é a temperatura
do motor, CoastAverage é o tempo de desaceleracdo, HVDCAwverage é a tensdao de barramento

e AvgMMTemp é a temperatura do mddulo de controle do motor.

E importante notar que existem interacoes entre 2 e 3 fotores que sao significativas para
o resultado, por exemplo a interagdo entre CurrentAverage, AvgMMTemp e AvgRPSTemp é o
fator com a quinta maior influéncia no resultado da estimativa de carga. Esse resultado mostra a
importancia do experimento fatorial, pois se fosse avaliado um fator de cada vez, essa interagao

nao seria descoberta e o resultado seria menos preciso.

O software JMP calcula os pesos de cada fator do modelo da forma mostrada na segao 2.2,
esses fatores s@o mostrados na Figura (4.7) na coluna Orthog Estimate e o off-set de cada fator é
mostrado junto com os fatores na coluna Term, com essas informagoes é possivel obter o modelo
Y = f(x), como nao serao utilizados todos os fatores mostrados na Figura (4.7) para o modelo
final, por causa do custo computacional, apenas o modelo final serd mostrado mais adiante. A
variagao do peso estimado pelo modelo comparado com o peso real pode ser visto na Figura

(4.8)
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Figura 4.8: Peso real x estimado para fatores mais relevantes.

O peso real (peso conhecido utilizado para obtengao dos dados) estd no eixo Y e o peso

estimado no eixo X.

Considerando-se apenas os 6 fatores mais relevantes para diminuir o esfor¢o computacional
na hora da implementacao ainda encontra-se um resultado satisfatério, como pode ser visto
comparando o fator de R? (Coeficiente de determinacdo, é uma medida de ajustamento do
modelo econométrico em relacio aos valores observados, o R? varia entre 0 e 1, indicando, em
percentagem, o quanto o modelo consegue explicar os valores observados, quanto maior o R?,

mais explicativo é o modelo) mostrado na Figura (4.10) com o da Figura (4.8).

Orthog
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AiRPSTemp -1 48208
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(CoastAverage-T230 37" HVOC Average-327 D1 (AvoRPSTemp-1.0801) 0127812 T

Figura 4.9: Gréfico pareto dos 6 fatores medidos mais relevantes.
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Figura 4.10: Peso real x estimado para os 6 fatores mais relevantes.
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Figura 4.11: Resultado do DOE, peso real x estimado.

Com essa alteragao a fungao Y = f(x) foi obtida pelo Software JMP, a forma como este



58

Software calcula o modelo pode ser visto na secao 2.2.

LS = a+0bxCur)+ (¢cxCT)— (dx« MT) — g (Cur —e) s (CT — ) — (4.4)

—i% (Cur —e)« (MDT — g)x (MT —h)+kx*(CT — f)*(V —j)*« (MT — h)

sendo LS a quantidade de carga, Cur é a corrente do motor, CT é o tempo de desaceleracao,
MT é a temperatura do motor, M DT é a temperatura do médulo de controle do motor, V é a
tensao do barramento e a, b, ¢, d, e, f, g, h, i, j e k sdo constantes que podem ser obtidas da
Figura (4.9), os termos multiplicativos b, ¢, d, g, i, e k estdo na coluna do centro da figura e os

outros termos na coluna da esquerda, junto com os fatores.

A Figura (4.11) mostra a diferenga da carga estimada para a carga real (medida com uma
balanga) e na Figura (4.12) pode-se visualizar um histograma do erro da carga estimada em

relagdo a carga real.

Histograma Erro DOE

25 \

—_ no
o o

Numero de Eventos
—
o

Erro (Kg)

Figura 4.12: Resultado do DOE, histograma.

Com o experimento fatorial realizado obteve-se um desvio padrao do erro igual a 0,669 Kg e
nota-se, pelo histograma, que o erro (Estimado menos Real) do modelo é com mais frequéncia
negativo e com concentracao maior perto de -0.5Kg, ou seja o modelo estd estimando carga

menor do que a real.
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4.3 Redes Neurais

Uma vez que, para resolver o problema de estimativa de quantidade de carga, é necessario
encontrar uma funcao que relacione a quantidade de carga com alguns parametros da maquina,
uma arquitetura de rede feedforward multi-camada foi escolhida devido a sua conhecida eficiéncia

na aproximacao de funcoes.

A rede neural utilizada foi o Perceptron multicamadas, e, apds a realizacdo de diversos
testes, a configuracdo que produziu os melhores resultados foi uma rede de trés camadas com
15 neurénios nas duas camadas escondidas com suas fungoes de ativacao tangente hiperbolica
(Equagao (4.5)). Para a tltima camada uma fungao de ativagao linear (Equagao (4.6)) foi usada
para o unico neurénio nesta camada. O algoritmo de treinamento utilizado foi o backpropagation

padrao. Uma representagao da rede neural utilizada é mostrado na Figura. (2.7) mostrada na

secao 2.1.
(1-e)
= 4.5
g9(n) = (4.5)
1, sen>1
g(n) = n, se —1<n<l1 (4.6)
-1, sen< —1.

Para obter os dados de treinamento e avaliacdo da rede neural varios testes foram executados,
neles foram utilizadas duas maquinas diferentes, trés controles eletronicos diferentes e pesos de
0 a 8 Kg incrementados de um em um kilo, os trés controles eletrénicos foram instalados em
cada uma das maquinas um de cada vez. Para cada configuracao foram feitas seis medidas,
formando o vetor de entrada, dos mesmos parametros medidos no método anterior, temperatura
do motor, temperatura do moédulo de controle do motor, tensao do barramento, corrente do
motor e tempo de desaceleracdo além dessas varidveis foi adicionado na medida o ntmero de
amostras da corrente, que é uma indicacao do tempo de aceleracao da maquina ja que a taxa
de amostragem é constante, esse fator também mostrou melhoras no resultado apds a avaliacao
dos resultados. Foram realizados um total de 324 testes, para cada um desses testes as varidveis
mencionadas acima, foram medidas 6 vezes como definido no algoritmo e o valor utilizado para

cada varidavel é a média dessas medidas.

Para treinar a rede neural os dados foram divididos aleatoriamente em dois grupos, um de
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treinamento contendo 292 vetores de entrada e um de validagao contendo 32 vetores de entrada.
Depois do treinamento da rede neural, os resultados vistos na Figura (4.13) mostram a validagao

da rede neural com os 32 vetores de entrada nao utilizados no treinamento.

Peso Real x Estimado NNtool Toolbox
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Figura 4.13: Resultado da rede neural, peso real x estimado sem dados do DOE.
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Figura 4.14: Resultado da rede neural sem dados do DOE, histograma.

A estimativa de quantidade de carga utilizando redes neurais rendeu um desvio padrao do
erro muito menor que no caso anterior, 0,289 Kg. E observa-se no histograma que na maioria

dos casos o erro é positivo e préximo de 0,1 Kg.



61

4.4 Avaliacao dos Métodos

Para confirmar que ambas, a equacao gerada pelo método DOE e a rede neural sdo robustas
as variagoes, todos os dados coletados foram agrupados formando um total de 420 testes. Esse

grupo de dados foi testado pelos dois métodos e os resultados podem ser vistos nas Figuras

(4.15) ¢ (4.16).
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Figura 4.15: Resultado da equagao do método DOE com os dados da rede neural, peso real x

estimado.
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Figura 4.16: Resultado da rede neural, peso real x estimado com os dados do DOE
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O desvio padrao para o DOE e para a NN foram 0,704 Kg e 2,117 Kg, respectivamente.

A partir desses resultados, fica claro que a rede neural ndo foi treinada com o conjunto
correto de dados, quando as variacoes dos fatores testados e ruidos foram introduzidas a rede

neural nao foi capaz de generalizar essa informacao e produziu alguns resultados inaceitaveis.

4.5 Métodos Combinados

Analisando os resultados da rede neural na secdo 4.4, gerados utilizando também os valores
medidos nos testes realizados no DOE, observa-se que o conjunto de medidas usado para o

treinamento da rede neural nao foi o mais adequado.

Observou-se que o método de planejamento de experimentos é muito 1til para se encontrar os
fatores que influenciam o resultado desejado e para definir quais os valores méaximo e minimo que
cada varidvel pode assumir, ou seja, o dominio de definicao do problema, porém para problema

complexos e nao lineares esse método nao gera os resultados mais precisos.

O dominio de definicao de um Perceptron multicamadas projetado para problemas de aproxi-
macao de fungoes ou de reconhecimento de padroes é definido pelos valores maximos e minimos
apresentados a rede durante o processo de treinamento. Esse tipo de rede neural desconhece o
comportamento do processo fora de seus dominios de definicao, portanto a utilizacdo dos dois

métodos em conjunto pode gerar melhores resultados do que cada método separadamente.

O planejamento de experimentos deve ser utilizado para definir quais fatores, e em quais ni-
veis, devem ser levados em consideracao na hora dos testes para obter o conjunto de treinamento

da rede neural.

Apébs os testes serem realizados deve-se ter cuidado quanto a separacao do conjunto de
treinamento do conjunto de teste, para garantir que os valores maximo é minimo de cada variavel
de entrada estejam presentes no conjunto de treinamento. Assim garante-se que se utilizou o

dominio de definicao correto.

Para verificar a teoria acima o conjunto de treinamento foi redefinido, dos 420 vetores de
entrada disponiveis 336 foram escolhidos aleatériamente para formar a novo conjunto de trei-
namente e a rede neural foi treinada com esse conjunto de dados. A Figura (4.17) mostra os
resultados deste experimento quando testado com os 84 vetores de entrada nao utilizados no

treinamento.
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Figura 4.17: Resultado final da rede neural.
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Figura 4.18: Resultado final da rede neural, histograma.
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Neste caso, o desvio-padrao do erro foi 0,362 Kg e o histograma mostra que a maioria dos

testes tem erro proximo de 0 e 0,250 Kg

Comparando com o resultado anterior do método DOE, obteve-se uma melhora de 51 % no

desvio padrao do erro, mesmo considerando todas as variacdes nas varidveis de entrada.

Considerando que a capacidade maxima de carga da maquina utilizada é de 10Kg e o maximo
volume de agua é de 147 litros, essa diferenca de 0,34 Kg na estimativa da quantidade de carga,
representa aproximadamente 5 litros de dgua a cada enchimento, considerando que os 10Kg de
carga sao distribuidos igualmente no cesto e o nivel de dgua é diretamente proporcional a altura
que a carga atingiu no cesto, ou seja uma carga de 5 Kg, por exemplo, estaria na metade do

cesto e a quantidade de agua seria %7.

4.6 Implementacao da Rede Neural

4.6.1 Implementacao em MatLab

Como os resultados obtidos com a utilizagao da rede neural foram muito positivos, o algoritmo
de treinamento da rede foi implementado no MatLab para possibilitar um melhor entendimento
do funcionamento da rede neural. O algoritmo de treinamento escolhido foi a regra delta ge-
neralizada, detalhada na secao 2.1 e a rede treinada é uma rede similar aquela encontrada na
secao 4.3. O software, em linguagem MatLab, do treinamento e da rede neural podem ser vistos

no apéndice e um fluxograma da implementacao do treinamento na Figura 4.20.
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Figura 4.19: Erro quadratico médio durante treinamento.
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A Figura (4.19) mostra o comportamento do erro quadratico médio durante o treinamento,
que também obteve aleatériamente 336 vetores de treinamento detre os 420 disponiveis para

serem usados neste treinamento.

Figura 4.20: Fluxograma do software de treinamento e implementacao da rede neural.

Os 84 vetores nao utilizados para o treinamento foram utilizados para validar a rede neural,
também implementada no MatLab e mostrada acima, as Figuras (4.21) e (4.22) mostram os

resultados desta implementacao.
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Figura 4.21: Resultado da rede neural, peso real x estimado implementada no MatLab.
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Figura 4.22: Resultado da rede neural implementada no MatLab, histograma.

O desvio padrao obtido nesta implementagao foi de 0,381 Kg e o erro gerado nos testes estao

na maioria préximos entre + 0,1 Kg.
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4.6.2 Implementacao em C

Uma vez tendo implementado a rede neural no MatLab e validado o conceito a implemen-
tacao da rede na aplicacao foi testada, ou seja, a rede neural resultante foi implementada no
microcontrolador da placa eletronica da lavadora de roupas. Os vetores de entrada utilizados
para validar essa implementacgao foram os mesmo utilizados para validar a implementacao com
o MatLab, isso foi feito para ser possivel comparar os métodos. Portanto, fora erros de aproxi-

macao, os resultados devem ser iguais.

O microcontrolador utilizado foi o STM8S207RB da STMicroelectronics cuja caracteristicas

podem ser vistas na Figura (4.23). Sendo que a frequéncia do clock foi configurada para 16MHz.
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Figura 4.23: Caracteristicas do microcontrolador utilizado.

Duas formas de implentagao das fungoes de ativagao foram avaliadas com o intuito de verificar
a melhor solucao, a primeira utilizando tabelas e a segunda utilizando fungoes da biblioteca do
micro. A implementacido com tabelas consome muito mais meméria do microcontrolador, mas
a execugao é mais rapida, ja, utilizando funcoes a execucao é mais demorada porém se utiliza

muito menos memoria.

Como a implementagao da rede neural depende de multiplicacdo de matrizes, uma funcao
que realiza essa operacao foi criada, na realidade, para facilitar a manipulacdo dos dados no
microcontrolador as matrizes foram transformadas em vetores e os nimeros de linhas e colunas
foram armazenados em outras varidveis. A funcdo implementada recebe os vetores a serem

multiplicados e o niimero de linhas e colunas das matrizes originais, também recebe o vetor onde
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o resultado serd armazenado e realiza a multiplicagdo como se estivesse fazendo a multiplicagao
de matrizes, levando em consideracao o ntimero de linhas e colunas recebidas. O cédigo C dessa

funcado encontra-se no apéndice.

A implementacao da fungao de ativagao foi feita de tal forma que, definindo TANH_TABLE
(utiliza-se o comando # ifdef para definir essa varidvel) a fungao utiliza as tabelas para a funcao
tangente hiperbdlica e sigmoidal e se TAN H_TABLFE nao é definido a fun¢ao utiliza as fungoes

da biblioteca do microcontrolador para obter a resposta.

A funcdo com as equacoes da biblioteca pode ser vista no apéndice, mas a tabela nao foi
adicionada aqui pois consiste de 2000 elementos e seria invidvel mostra-la aqui (esse valor elevado
de elementos é para que a resposta se asemelhe ao maximo da fungao original), a diminuigao
do numero de elementos implica diretamente na precisao da resposta. Os elementos da tabela

estao entre -2 e 2 e em passos de 0.002.

Para comparar as duas formas de codificagao, algumas métricas foram adotadas, essas métri-
cas sdo, a utilizacdo de memédria ROM do micro (cédigo e constantes), a utilizagdo de meméria
RAM do micro, a velocidade de execucao da tarefa e a precisdo da resposta. As duas primei-
ras métricas sao obtidas apds a compilagao do cdédigo, o compilador gera um arquivo com essa
informagao, a velocidade de execucao foi obitida monitorando com um osciloscépio um pino
especifico do micro, que é ligado quando a funcao da rede neural é chamada e desligando esse
pino quando o resultado é obtido e a precisao obitida comparando os resultados com os obtidos

na implementacao da rede no MatLab.

Tabela 4.2: Tabela comparativa implementacao micro.

Tabela | Funcao

Codigo(bytes) 1410 1225

RAM(bytes) 572 572

Constantes(bytes) | 17504 1496

Tempo(ms) 280 336

Desvio Erro (Kg) | 0,382 0,381

Pelo resultado das métricas na Tabela 4.2, pode se concluir que a implementagao das fungoes
de ativacao através das funcoes da biblioteca do microcontrolador é a mais adequada para essa
aplicacdo. A quantidade de memoéria utilizada foi intimeras vezes maior quando se utilizou

tabelas e a diferenca no tempo de execucao foi de apenas 56 ms, o que para essa aplicagdo nao
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impacta no resultado, pois o processo seguinte a estimativa de carga é o enchimento, que leva

varios minutos.

A métrica mais importante é a comparacao do desvio padrao do erro, nos dois casos esse
valor ficou bem préximo do obtido com a implementagao em MatLab, deve-se notar que no caso
da implemtacao por funcoes a diferenca para o desvio padrao do MatLab foi apenas na oitava

casa decimal, o que é um excelente resultado.
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Capitulo 5

Conclusao

A preocupagao com os impactos dos seres humanos na natureza é cada vez maior, por isso,
o desenvolvimento de eletrodomésticos mais eficientes é tao importante. As maquinas de lavar
roupas sao responsaveis por uma grande parcela do consumo de agua e energia elétrica de uma
residéncia, sao em média 138 litros e 0,41KWh por ciclo nas maquinas utilizadas no Brasil, para
que esses eletrodomésticos sejam mais eficientes é essencial saber a quantidade de carga que vai

ser lavada para que a quantidade de dgua usada seja otimizada.

Neste trabalho desenvolveu-se um algoritmo de estimativa automatica da quantidade de
carga em uma maquina de lavar roupas, com a intencao de adequar o nivel da agua e os ci-
clos de lavagem. Dois métodos foram utilizados para resolver este problema, um baseado no
planejamento de experimentos e o outro baseado em redes neurais. O planejamento de expe-
rimentos é uma técnica que é utilizada para definir quais dados, em que quantidade e em que
condigoes devem ser coletados durante um determinado experimento. Portanto, é uma técnica
de fundamental importancia para a industria, pois seu uso permite resultados mais confidveis
economizando dinheiro e tempo. O segundo método citado, as redes neurais artificiais, é ex-
tremamente versatil, podendo ser utilizado para resolver uma grande variedade de problemas,
por serem modelos adaptativos treindveis, assim como o método anterior, utiliza informacoes
obtidas empiricamente e além disso consegue inferir solucoes que nao foram apresentadas no
processo de treinamento, tornando esse método muito robusto, algo muito buscado na industria,
principalmente em produtos de alto volume de producao que podem apresentar variagoes devido

ao processo de producao.

Durante o desenvolvimento da rede neural observou-se que quando os dados de treinamento
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da rede neural nao contemplam toda as variagoes possiveis dos dados de entrada ela pode
gerar resultados errados. A utilizagdo do planejamento de experimentos auxilia na escolha dos
fatores relevantes e de seus niveis adequados. Portanto no caso em que ambos os métodos
sdo considerados de uma forma unificada, encontrou-se a melhor solugao para este problema. O
método DOE foi utilizado para descobrir todos os fatores relevantes e seus niveis adequados, que
afetam a estimativa de carga e uma rede neural para estimar fatores nao-linear e distirbios, a fim
de melhorar a estimativa da quantidade de carga na maquina de lavar. O método combinado teve
uma resposta 51 % melhor no desvio padrao do erro do que utilizando-se apenas o planejamento
de experimentos. Essa diferenga representa 15 litros de dgua por ciclo de lavagem ou 10,9 % da

média de utilizagao de agua por ciclo.

Para-se validar os resultados encontrados, a rede neural foi implementada em um microcon-
trolador essa implementacao final da rede neural no microcontrolador mostrou-se muito eficaz,

consumindo pouca memoria, com um tempo de execugao aceitavel e muito precisa.

Para a melhoria dos resultados, futuros estudos podem ser feitos para melhorar a resolugao
dos sensores, principalmente o de corrente, a utilizacao de sensores novos sensores para se medir
variaveis nao estudadas aqui, assim como novas arquiteturas de redes neurais. Outra linha de
pesquisa possivel é a utilizacao de redes neurais que possam continuar a serem ajustadas durante

o vida do produto.
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Capitulo 6

Apeéendice
6.1 Funcao de Treinamento no Matlab

Cédigo para treinamento da rede neural com algoritmo backpropagation.

%Programa de treinamento pela Regra Delta;
%Inicializagao randomica do vetor de pesos W:
W1 = rand(15, Tam_Dados);

Wi = W1

W2 = rand(15,16);

W2i = W2

W3 = rand(1,16);

W3 = W2,

%Inicializagao das variaveis:
Epoca = 0;

n = 0.01;

E=10e—T:

EQM_ANT = 10000;

%Carrega dados de treinamento

load Trainning_Data

D = Alvo;

%Extrai a quantidade de treinamento

Num = size(Treina);

NumC = Num(1,2);

Num = Num(1,1);

%Adiciona um vetor de Bias na matriz de entrada
X(1,:) = —ones(1, NumC);

X(2: Num+1,:) = Treina;

%Funcao que calcula o valor do Erro Quadratico Médio inicial
EQM_ATUAL = func_eqgm_tansig(D, X, NumC, W1, W2, W3);
% Loop que ajusta os valores do vetor de pesos W:

while abs(EQM_ATUAL — EQM_ANT) > E

Epoca = Epoca + 1;
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EQM_PLOT(Epoca) = EQM_ATUAL;
EQM_ANT = EQM_ATUAL;
for k=1: NumC
IT=W1x X(:,k); % Equagao 2.1
Y1 = tansig(I1); % Equagao 2.2
Y1=[-1;Y1];
12=W2+Y1;
Y2 = tansig(12);
Y2=[-1,Y2];
13=W3xY2;
Y3 = sigmf(I3,[10]);
Delta3 = (D(k) —Y3) * (Y3% (1 —Y3)); % Equagao 2.30
W3 =W3+ nx* (Delta3) * Y2'; % Equagao 2.29
for s =2:size(W3,2)
Delta2(s — 1) = W3(s) x Delta3 « (1 — Y2(s) * Y2(s)); % Equagao 2.40
end
Delta2 = Delta2';
W2 =W2+ nx* (Delta2) *x Y1'; % Equagao 2.29
forr=1:size(W2,1)
SomaDelta2 = 0;
for p=1:size(Delta2,1)
SomaDelta2 = SomaDelta2 + W2(r,p) x Delta2(p);
end
Deltal(r) = SomaDelta2 « (1 — Y1(r) « Y1(r));
end
Deltal = Deltal’;
W1 =WI1+n=x* (Deltal) x X(:,k)'; % Equagao 2.29
clear Deltal Delta2Delta3
end
%Funcao que calcula o valor do Erro Quadratico Médio
EQM_ATUAL = func_eqm_tansig(D, X, NumC, W1, W2 W3);

end

%Apresentagao dos resultados:
W1f=W1;

W2f =W2;

W3f =Ws3;

%Chama a rede neural implementada PMC_tansig

6.2 Funcao do erro quadratico médio no Matlab

A funcao que calcula o erro quadratico médio é mostrada a seguir.

function|[EQM]| = func_eqm(De, X s, Numer, W lu, W2u, W 3u)
Soma2 = 0;
fori=1:Numer
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Iil = Wlu s Xs(:,4);
Yil = tansig(lil);
Yil =[-1;Yil];
1i2 = W2u % Yil;
Yi2 = tansig(li2);
Yi2 = [-1;Yi2];
1:3 = W3u *x Yi2;
Yi3 = sigmf(1i3,[10]);
EQM = (De(i) — Yi3)?;
Soma2 = Soma2 + EQM,
end
EQM = Soma2;
EQM = EQM/Numer;

6.3 Rede neural implementada no Matlab

% Carregando matriz de amostras
Num = size(Treina_test);
Num = Num(1,2);
% Extraindo quantidade de amostras
X = [-1*ones(1l, Num); Treina_test];
for k=1:Num

I1=W1xX(:,k);

Y1 = tansig(11);

Y1=[-1,Y1]

12=W2xY1;

Y2 = tansig(12);

Y2=[-1,Y2];

I3 =W3%Y2;

Y3 = sigmf(I3,[1 0]);

Resultado(k) = Y'3;

Erro(k) =Y3 — Alvo_test(k);
end
% Calculo do desvio padrao Desv_pad = std(Erro) * 8

6.4 Funcao de multiplicacao de matrizes em C

MULTIPLICATION_STATUS_TY PE Neural_Network_Mult M atriz( float xmatrizl,
unsigned char num_linl, unsigned char num_coll, float *matriz2, unsigned char num_lin2,

unsigned char num_col2, float xmatriz_res)

{

unsigned char j;
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unsigned char k;

unsigned char index_a;

unsigned char index_b;

float aux_1;

float aux_2;

MULTIPLICATION_STATUS_TY PE mult_status;
if(I-Mat < num_linl)

{
for(3 =0;7 < (num_col2);j + +)
{
aux_1 = 0;
aux_2 = 0;
for(k =0;k < (num_coll); k + +)
{
index_a = (I_Mat * num_coll);
index_b = (k * num_col2);
auxr_2 = auzr_1;
auz_1 = (float)(((float)matrizlindex_a + k|) = ((float)matriz2[index_b + j]));
auzr_1 = aux_1 + aur_2;
}
matriz_res|[I_Mat + j| = (float)auzx_1;
}
mult_status = MULTIPLICATION_NOT_COMPLETED;
I_Mat + +;
if(I-Mat == num_linl)
{
mult_status = MULTIPLICATION_DONUE;
}
else
{
mult_status = MULTIPLICATION_DONE;
}
if (num_coll! = num_lin2)
{
mult_status = MULTIPLICATION_INV ALID,;
}

return(mult_status);

6.5 Funcao de ativagao implementada em C

void Neural_Network_SigmodFunction(float xvalue, unsigned char size, unsigned char

func_type)
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{
unsigned char i;

# ifdef TANH TABLE
unsigned short temp;
for(i =0;i < size;i+ +)

{

if (func_type == TANH_TY PE)

if(valueli] <= —2)

{
}

else if(valueli] >= 2)

{
}

else

{

valueli] = —1;

valueli] = 1;

temp = (unsigned short)(valueli] * 500 4+ 1000); // Add 1000 to turn value to
positive since it will be an index for a table

valueli] = Tanh_Table[temp]; // Find Value in the Table.

}
}

else

{
if(valueli] <= —4)

{
}

else if(valueli] >=4)

{
}

else

{

valueli] = 0;

valueli] = 1;

temp = (unsigned short)(value[i] * 250 + 1000); // Add 1000 to turn value to

positive since it will be an index for a table
valueli] = Sigm f_Table[temp];
}
}

}
#else

double temp;
for(i =0;i < size;i+ +)
{

temp = (double)valueli;
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if (func_type == TANH_TY PE)

valueli] = (float)(tanh(temp));

}

else

{
temp = (1/(1 + (exp(—temp))));
valueli] = (float)(temp);



