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RESUMO

GAMBOA-MEDINA, M. M. Deteccdo de vazamentos em redes sob pressdo baseada na
analise dos sinais de pressdo e vazao com um sistema de reconhecimento de padrdes.
Dissertacdo (Mestrado) - Programa de P6s-Graduacio e Area de Concentragdo em Hidraulica

e Saneamento -- Escola de Engenharia de S&o Carlos da Universidade de S&o Paulo, 2013.

O controle de perdas em sistemas de distribuicdo de agua para abastecimento é uma
preocupacdo constante, e uma tarefa fundamental para a solugcdo do problema é a deteccéo
rapida e confidvel dos vazamentos que frequentemente iniciam em qualquer ponto da rede.
Uma abordagem promissoria é a deteccdo de vazamentos baseada na analise de sinais
adquiridos pelo monitoramento das redes durante sua operacgéo, e dentro dela se enquadra este
trabalho. E desenvolvido um sistema de reconhecimento de padrdes para anélise de sinais de
pressdo e vazdo que permite identificar se durante a aquisicdo do sinal aconteceu um
vazamento ou ndo. Para a conformacgdo desse sistema diversas técnicas sdo exploradas,
incluindo a extracdo de caracteristicas no dominio do tempo (energia, entropia, nimero de
cruzamentos por zero) e na decomposi¢cdo wavelet (distribuicdo da energia nas componentes).
Também é explorado o uso de algoritmos para classificacdo de diferentes tipos (vizinhos mais
préximos, arvore de decisdo, regra de decisdo, Naive Bayes, maquina de vetor suporte e rede
neural artificial com funcGes de base radial). Sinais sdo adquiridos junto ao circuito hidraulico
experimental, que permitiu a simulacdo da ocorréncia de um vazamento na rede, para
constituir uma amplia base de dados com sinais de exemplo. Além da revisdo bibliogréafica e
0s conceitos relativos as metodologias exploradas, sdo apresentadas neste documento as
analises que conduzem a criacdo do sistema de reconhecimento de padrdes mais apropriado
para o problema. Das analises dos diferentes métodos considerados é definido o sistema de
reconhecimento de padrfes, em suas etapas de segmentacdo e padronizagéo, extracdo de
caracteristicas e classificacdo. A avaliacdo do sistema proposto mostra um desempenho
totalmente satisfatorio, com reconhecimento acertado de sinais vinculados ou ndo a um

vazamento em mais de 95% dos testes.

Palavras chave: Vazamentos. Redes de abastecimento de agua. Sinais de pressdo. Analise de

sinais.



ABSTRACT

GAMBOA-MEDINA, M. M. Leak detection in water networks based on the analysis of
flow and pressure signals by a pattern recognition system. Master thesis — Escola de

Engenharia de S&o Carlos of Universidade de Sdo Paulo, 2013.

Control of losses in water supply systems is a constant concern, and a key to the solution of
this problem is the rapid and reliable detection of leaks that often begin anywhere on the
network. A promising approach to solve the problem is the leak detection based on the
analysis of signals acquired by monitoring the network in operation, and this research fits
with that approach. It’s developed a pattern recognition system for the analysis of pressure
and flow signals, which identifies whether a leak happened during signal acquisition. Several
techniques are exploited for forming this system, including the feature extraction in the time
domain (energy, entropy, zero crossings count) and in the wavelet decomposition (energy
distribution in the components). Also, the use of different types of algorithms for
classification (nearest neighbors, decision tree, decision rule, Naive Bayes, support vector
machine and artificial neural network with radial basis functions) is explored. Signals are
acquired from the experimental hydraulic circuit, allowing the simulation of the onset of a
leak in the network, to form a big database of example signals. Besides the literature review
and the concepts relating to the considered methods, in this document are shown the analyses
leading to the creation of the pattern recognition system most appropriate for the problem.
The analysis of the methods considered allows defining the pattern recognition system, which
is composed by segmentation and standardization, feature extraction and classification. The
evaluation of the proposed system shows a completely satisfactory performance, recognizing

rightly the signals as linked or not to a leak in more than 95% of the tests.

Keywords: Leaks. Supply networks. Pressure signals. Signal analysis.



AAC

LISTA DE ABREVIATURAS

Area abaixo da curva ROC, indicador de desempenho.

AS_O Meétodos baseados na analise de sinais durante operacéo.

AS T Meétodos baseados na analise de sinais durante o transitorio.

COM
db2

EDW

ENE

ENT

FBR

FC

FS

KNN

Nome da classe que agrupa os sinais adquiridos durante o inicio de um vazamento.
Funcdo wavelet Daubechies com dois momentos zero.

Distribuicdo da energia nas componentes da decomposi¢do wavelet, caracteristica do

sinal.

Energia, caracteristica do sinal.

Entropia, caracteristica do sinal.

Rede neural artificial com fungdes de base radial, método de classificacao.
Falsos COM, namero de instancias da classe SEM classificadas na classe COM.
Falsos SEM, nimero de instancias da classe COM classificadas na classe SEM.

K vizinhos mais proximos, método de classificagao.

MH_P Métodos baseados na modelagem hidraulica no regime permanente.

MH_T Meétodos baseados na modelagem hidraulica no regime transitorio.

NCZ

RNA

ROC

SEM

SVM

TOD

VC

VS

NUmero de cruzamentos por zero, caracteristica do sinal.

Rede neural artificial.

Receiver operating characteristic, curva que representa o desempenho.

Nome da classe que agrupa os sinais adquiridos durante escoamento permanente.
Maquina de vetor suporte (support vector machine), método de classificacao.

Vetor combinando as caracteristicas ENE, ENT, NCZ e EDW.

Verdadeiros COM, numero de instancias classificadas acertadamente na classe COM.

Verdadeiros SEM, nimero de instancias classificadas acertadamente na classe SEM.



LISTA DE FIGURAS

Figura 1. Esquema geral dos elementos do modelo hidraulico ............ccccooevininiiiiicicinees 24
Figura 2. Esquema geral dos métodos baseados na analise de SiNais. ..........ccceeevvererieeieenns 29
Figura 3. Funcéo wavelet Daubechies, dD2...........cccoveiviiiiieie e 41
Figura 4. Esquema da decomposi¢ao wavelet diSCreta...........coevviiiininieniiieesese e 43
Figura 5. Esquema da decomposi¢ao wavelet Packet.............coovviiiiiinieiicieesec e 44
Figura 6. Esquema do circuito hidraulico experimental..............c.cccoviviiiiiieiieiic s 47
Figura 7. Localizacdo dos sensores no circuito hidraulico experimental ..............c.ccccceevivennnne 49
Figura 8. Interface do software de aquiSiCa0 de dados..........cccovereririririnieee e 50

Figura 9. Trés exemplos de sinais da classe SEM adquiridos com o sensor P02 para trés
diferentes vazdes N0 CIrCUItO (Q).....eiveiieiiiie et 51

Figura 10. Trés exemplos de sinais da classe COM adquiridos com o sensor P02 para trés

diferentes vazdes no circuito (Q) e diferentes magnitudes de vazamento (V). ......cccceevvvrnnne 52
Figura 11. Esquema bésico das etapas de um sistema de reconhecimento de padrdes ............ 54
Figura 12 Exemplo de dois sinais de pressdo adquiridos. ..........cccceveveeiieieeieeie s 58
Figura 13 Caracteristicas extraidas dos dois Sinais de PreSSa0.........covevveieereeeeseeseeieeseennens 58

Figura 14. Espaco de entrada para elementos de dimensdo trés pertencentes a duas classes ..62

Figura 15. Exemplo de arvore de decisdo para duas classes, com quatro caracteristicas. ....... 64
Figura 16. Esquema de rede de Fungdes de Base Radial .............ccccooiriiiiiiiiii e 70
Figura 17. EXemMpPlo CUN'VA ROC ........ooiiiicic ettt 73

Figura 18. Esquema das analises apresentadas neste capitulo, em relacdo as componentes do
sistema de reconhecimento de PAUIDES. ........ocviiriririeieie e 76
Figura 19. AAC média usando diferentes niveis de decomposicédo, segundo o classificador..78

Figura 20. Comparagdo da AAC média usando decomposicdo wavelet discreta e wavelet

02T (] PRSP 80
Figura 21. Histograma de frequéncias da distribuicdo da energia na decomposicdo wavelet
packet, para eXemploS SEM € COM. .....oiiiiiiiiiiiiee e 81
Figura 22. AAC usando varia¢des do algoritmo K-NN, depois da extracdo das caracteristicas
1O TSRS 84
Figura 23. AAC usando variagcdes do algoritmo K-NN, depois da extracdo da caracteristica
EDWV . ettt b ettt Re bRt Re Rt R e Rt e b bt nente e 85

Figura 24. Histogramas dos valores do vetor de caracteristicas para exemplos SEM e COM. 88



Figura 25. AAC para diferentes vetores de caracteristicas segundo o sensor e o classificador

(010 57 [0 [=T =T [0 LTSRS 91
Figura 26. AAC para diferentes classificadores, Segundo 0 SENSOT. .......cccccvveveerieiriereerieennenns 97
Figura 27. Curvas ROC para 0s sensores P02, P16 € QO3...........cccovvevieiieieciie e see e 103

Figura 28. Sensibilidade (taxa de verdadeiros positivos) para diferentes valores de V/Q, total.



LISTA DE TABELAS

Tabela 1. Resumo de trabalhos em detecgdo de Vazamentos ...........cocevveeeierenencnieneseseens 23
Tabela 2. Relagdes V/Q dos eXemplos COM ......c.ooviiiiiiciic i 52
Tabela 3. Esquema da matriz de CONFUSAD .........cceeieiieiieieiicce e 71

Tabela 4. AAC média (desvio padrdo) para diferentes niveis de decomposi¢do, segundo o
(o] 2 TS | o= To (o PR PRTR T 78
Tabela 5. Aumento percentual na AAC com o aumento no nivel de decomposicédo, segundo o
ClASSITICAUON. ...ttt bbbttt ettt s e et et bbb e reenes 79
Tabela 6. AAC média (desvio padrdo) usando decomposicdo wavelet packet, segundo o
(0] 2 TS = To (o PR 80
Tabela 7. AAC usando variacdes do algoritmo K-NN, depois da extracdo do vetor de
CAraCIEriSTICAS TOD. ...iuiiiiieiiiicie ittt ettt bbbt e reenes 84

Tabela 8. AAC usando variagbes do algoritmo K-NN, depois da extracdo da caracteristica

e 1 TP EP P 85
Tabela 9.Incremento percentual na AAC usado varia¢des do algoritmo KNN........................ 86
Tabela 10. Intervalos de valores mais frequentes das caracteristicas...........cccoceevveveeiverreennenn. 87

Tabela 11. AAC média (desvio padrdo) para diferentes vetores de caracteristicas, segundo o
o] ST ) oo g o = = o [ SR 92
Tabela 12. AAC média para diferentes vetores de caracteristicas, segundo o classificador....93
Tabela 13. AAC média (desvio padrdo) segundo o sensor considerado, para os vetores de
caracteristicas de melhor deSEmpPENNO. ..........coveiiiii i 94

Tabela 14. AAC média (desvio padrdo) para diferentes classificadores, segundo o sensor

(010] 0157 T [=1 - To o TSRS 96
Tabela 15. Matrizes de confusdo totais para cada sensor, € Média. .........ccccceevvevvereiieieennns 100
Tabela 16. Taxa de acerto, taxa de erro e sensibilidade do sistema, para cada sensor........... 101

Tabela 17. Taxa de falsos positivos, especificidade e precisdo do sistema, para cada sensor e
T | - VSR 102
Tabela 18. AAC do sistema para cada Sensor, € MEdIA. ........ccccvvevveveiiieiecie e 104
Tabela 19. Indicadores VC e FS do sistema de reconhecimento calculados para os diferentes
valores de V/Q USA00S NOS TESTES. .....ccvueieeierieieeieseeseeiesee et ae e e sreenae e saeeneesneeneas 106
Tabela 20. Sensibilidade (taxa de verdadeiros positivos) para os diferentes valores de V/Q

USBAOS NOS LSS, .. ettt 107



SUMARIO

L. INTRODUGAO ..ottt sttt 17
2. OBUIETIVOS ... oottt bbbttt bbbt e e 21
3. METODOS DE DETECCAO DE VAZAMENTOS ......oovvierriieererseeieeesesisessenisnenan, 22
3.1 METODOS BASEADOS EM MODELOS HIDRAULICOS (MH)........cccoovveueee. 24
3.1.1.  Modelos em regime permanente (MH_P) ........ccooiiiiiiiiiiiieeee e 25
3.1.2.  Modelos em regime transitorio (MH-T)........c.coeiiieiiiie i 27
3.1.3.  Vantagens e limitacoes dos mEtodos MH ...........cccociiiiiieii s 28

3.2. METODOS DE DETECCAO DE VAZAMENTOS BASEADO NA ANALISE DE

] [N ST (AN ) PSS 29
3.2.1.  Analise de sinais de pressdo durante um transitorio hidraulico (AS_T).......ccccceeu... 29
3.2.2.  Analise dos sinais durante operacdo da rede (AS_O) .....cccocevieieeie i 33
4. CONCEITOS DE ANALISE DE SINAIS E APRENDIZADO DE MAQUINA............. 38
4.1. VARIAVEIS DO SISTEMA COMO SINAIS.....cooiieeeeeeeeeeeeeeee e 38
42.  TRANSFORMAGOES DE DOMINIO .....oouiiiririiniirineineieeiesseiesesssseeseseesseens 39
4.2.1. Dominio da frequéncia e Transformada de FOUrIer ............cccovevieieccc e 40
4.2.2.  Transformada Wavelet e analise tempo-freqUENCIA.............coovvviiiieiinenc e 41
4.3. DECOMPOSIQAO WAVELET DISCRETA E PACKET .....ccooiiiviieecee e, 43
4.4, APRENDIZADO DE MAQUINA ..ot 45
5. AQUISICAO DE SINAIS EXPERIMENTAIS EM LABORATORIO.........cccocvverrene. 46
5.1. MONTAGEM EXPERIMENTAL ..ottt 46
5.2. AQUISICAO DE DADOS .........ooeeeeeeeeeeeeeseseestesees s eesassessesssssesssssss s sen s sanasnannes 48

5.3. RESUMO DOS EXPERIMENTOS ... 50



6. SISTEMA DE RECONHECIMENTO DE PADROES.......c..cooiiieeeeeeeeeeee e 53

6.1. SEGMENTACAO E PADRONIZACAOQ ..o, 54
6.2. EXTRACAO DE CARACTERISTICAS ......cvcveeeeeeeeeeeee e seriesee e 57
6.2.1.  ENErgia (ENE) ..ot 58
6.2.2.  ENrOPIa (ENT) oottt ns 59
6.2.3.  NUmero de cruzamentos POr ZE€r0 (NCZ).......coveveiereieieieie e 59
6.2.4. Distribuicdo da energia na decomposicdo wavelet (EDW).........cccccvvveveiieieeiieceenne. 60
6.3. CLASSIFICADOR ...ttt sttt sbe st e nnenneas 61
6.3.1.  ViziNh0S MAIS PIrOXIMOS ....c.eoviiirieiiriiieiisie ettt 61
6.3.2.  AIVOI 08 JECISAD .....e.voeeveveceeeeeeteeee ettt ettt ne s en st naes 63
6.3.3.  REQGras a8 DECISAD.......c.cciiieiieiiieie it st et te e st re e e ns 65
B.3.4.  NAIVE BAYES ...c.oeiieeic ettt rs 66
6.3.5.  Maquina de VELOreS A& SUPOIE ........ceoueererieieiiriereeeeie et 67
6.3.6.  Rede Neural Artificial de Funcdes de Base Radial...........ccccooviiiiiiiieicieniee 68
6.4. AVALIACAO DO PROCESSO........civeieeeieiieeesesiessiesessesissessesissssssessesisssssessnsenes 70
6.4.1. Validacdo cruzada (k-fold cross validation) ...........c.ccceveiiiiiiie e 70
6.4.2.  Matriz A€ CONTUSAD........ciuieieirieieeie ettt esreente e nneenes 71
B.4.3.  CUINVAROC ..ottt e r e s e e e et e nresaeereeneenes 73
6.5. IMPLEMENTACAO DO SISTEMA DE RECONHECIMENTO DE PADROES .. 74
7. RESULTADOS ... .ottt ettt ettt et e s s e e et e ntesbenreeneanes 76
7.1. SELECCAO DO TIPO E NIVEL DE DECOMPOSICAO WAVELET PARA A
CARACTERISTICA EDW ...ttt ettt st e e snte e anae e e nnae s 7
7.2. PARAMETROS PARA O CLASSIFICADOR KNN ......coiiiieiiieeeeeeeeeee e, 83
7.3. CARACTERISTICAS EXTRAIDAS ..ot st annasnennon, 87
7.4. TIPOS DE CLASSIFICADOR ...ttt 95
7.5. RESULTADOS FINAIS DO SISTEMA DE RECONHECIMENTO DE PADROES98
7.5. 1. MaLriz de CONTUSAD......ccuiiiiiiiiiiietieie et bbb 99
7.5.2.  Area abaixo da curva ROC (AAC) ....cooveeerieeieeeteeeeveeeeseesesees s sens s senenenes 102



7.6. MAGNITUDE DE VAZAMENTO ... e e en e 104
8. CONCLUSOES ... e et e e e, 108
0. REFERENCIAS ..o oottt e et r et et e e e e s e s et e e eser et e e e er e s e 112

APENDICE A. HISTOGRAMAS DOS VALORES DAS CARACTERISTICAS
EXTRAIDAS DOS SINAIS PARA TODOS OS SENSORES.........coooeviereciereeeeeeeienean, 116

APENDICE B. DESEMPENHO DO SISTEMA DE RECONHECIMENTO DE PADROES
PROPOSTO, RESULTADOS INDIVIDUAIS DA VALIDACAO CRUZADA .................. 125

APEDICE C. CURVA ROC DO CLASSIFICADOR NO SISTEMA DE
RECONHECIMENTO DE PADROES PROPOSTO (TODOS OS SENSORES) ................ 129



17

1. INTRODUCAO

Em todo o mundo, o gerenciamento de recursos hidricos para atender as demandas de
abastecimento urbano esta sendo cobrado a aumentar sua eficiéncia, e um ponto chave no
atendimento desse propdésito é o controle dos vazamentos. A incidéncia de vazamentos em
redes de abastecimento de dgua no Brasil, mesmo que ndo seja quantificada com certeza, é
reconhecidamente elevada. Segundo dados do Sistema Nacional de Informagdes sobre
Saneamento (SNSA, 2010) as perdas totais (reais e aparentes) sdo em média de 37,4%,
atingindo 53,4% quando avaliada por regies do pais e até 80,7% ao considerar as empresas
prestadoras de servigos. As consequéncias dos vazamentos vao além da evidente perda
econdmica pela agua captada, tratada e transportada pelo sistema mas ndo aproveitada nem
faturada. Os vazamentos também estdo relacionados com perdas de energia (especialmente
em sistemas com bombeamento), desestabilizacdo do solo com prejuizo das obras de
infraestrutura e edificacbes, e problemas de salde puablica pelo risco de intrusdo de
contaminantes na rede, além de constituir um desperdicio do recurso, contrario a
racionalidade e sustentabilidade que o sistema deve objetivar. Apesar do grande interesse
suscitado em relacdo aos vazamentos, eles representam um problema de dificil solu¢do em
todos os sistemas de abastecimento de dgua ao redor do mundo, de forma que é impossivel
dizer que na atualidade existe alguma cidade com sua rede de distribuicdo em condicGes tdo
controladas que ndo apresente vazamento. Uma das razdes para isso € o fato de que existem

niveis de controle de vazamentos economicamente inviaveis (ASHTON; HOPE, 2001).

As indesejadas consequéncias dos vazamentos localizados, alvos dos estudos do presente
trabalho, aumentam segundo o volume de agua perdido até que sejam tomadas providéncias
para a sua correcdo, isto €, o tempo transcorrido que inclui a deteccdo de um vazamento, sua
localizacdo e reparacdo. O tempo de reparacdo depende da capacidade logistica, técnica e
econdmica do prestador do servigo, e comumente sua reducdo encontra menores dificuldades
técnicas do que a deteccdo e localizacdo. Assim, estas duas tarefas iniciais sdo as mais
influentes nos sistemas razoavelmente organizados, e constituem alvos das metodologias

mencionadas neste trabalho.

A prética antiga de esperar que manifestacfes evidentes de um vazamento sejam detectadas
pelos usuarios ou inspetores para s6 depois tomar providéncias no sentido de resolver o

problema, persiste em um numero de sistemas urbanos cada vez mais reduzido. Os exames
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visuais tém sido substituidos em muitos casos por outros mais avancados como a inspe¢do
acustica, injecdo de gas na rede, inspe¢des eletromagnéticas ou baseadas em medicOes
elétricas. A incorporacdo das novas tecnologias tem ampliado as possibilidades de detectar
vazamentos menores que os identificaveis através da simples inspecédo visual, mas continuam

tendo um limite abaixo do qual os vazamentos ndo podem ser detectados.

Considerando que os vazamentos que podem ser detectados pelos usuérios ou pelas
consequéncias facilmente perceptiveis no sistema, podem corresponder a menos de 10% das
perdas reais em sistemas bem manejados (PILCHER, 2007), as tarefas de deteccdo e
localizacdo sdo complexas e de grande importancia. Os vazamentos ndo visiveis, tanto os
detectaveis via metodologias de inspecdo quanto os de magnitudes menores a detectavel
atraves delas, estdo caracterizados por vazdes pequenas, auséncia de indicadores visiveis de
superficie e influéncia menos evidente nas caracteristicas hidraulicas do sistema. Assim, 0s
tempos de reparo desses vazamentos sdo bem maiores do que os dos visiveis, e, portanto,
ainda que caracterizados por vazdes pequenas, podem promover maior volume de éagua

perdida.

As metodologias baseadas em procedimentos diretos sobre a rede, como as anteriormente
mencionadas, sdo consideradas metodologias passivas. Dentre as suas limitaces estdo a
dificuldade de obtencdo de informacdo atualizada de todo o sistema, o fato dos resultados
dependerem da experiéncia dos operadores e das condi¢des de realizacdo das inspecoes, e, em
alguns casos, a necessidade da suspensdo do servico de abastecimento aos usuarios. Além
disso, os dados para analise geralmente estdo limitados a um periodo curto (durante a
realizacdo de inspecOes ou testes) e possuem pequena abrangéncia espacial. Face ao exposto,
a sua utilidade préatica se restringe a localizacdo de vazamentos previamente detectados.

Assim, é cada vez mais importante desenvolver o controle ativo de vazamentos, entendido
como o processo de deteccdo e localizagcdo de vazamentos permanente sobre a rede (WLTS,
2007). Para que novas metodologias de controle ativo possam ser implementadas elas devem
ser condizentes com a realidade dos Orgdos responsaveis pelo abastecimento, o que inclui
informagdo incompleta sobre as caracteristicas e estado da rede, pouca disponibilidade de
pessoal altamente qualificado, recursos limitados para a compra de equipamentos sofisticados

e fragilidade das redes existentes, dentre outros fatores.

Na procura de um controle ativo de vazamentos, diversas metodologias tém sido propostas no
ambito da engenharia hidraulica. A premissa fundamental é de que o vazamento é um

fenémeno hidréulico e as suas consequéncias tém interferéncia no funcionamento do sistema,
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e em razdo disso podem ser analisadas, por exemplo, em termos de caracteristicas como vazao
e pressao. Esta abordagem tem sido explorada por muitos pesquisadores nas Ultimas décadas,
com propostas diversas, mas a sua aplicacdo préatica a sistemas reais tem sido alcancada em

poucos casos.

Por outro lado, os esforgos pela modernizagdo dos sistemas de distribuicdo de &gua para
abastecimento visando a melhorar seu controle e operacao tém levado a instalacdo de sensores
de baixo custo que permitem conhecer o estado de sistema, por exemplo, vazdes e pressdes
em locais especificos. Essas informacdes sdo obtidas continuamente, mas, em geral, sdo

pobremente analisadas.

Considerando a necessidade do controle ativo de vazamentos e a possibilidade de aquisicao de
informacdes, existem propostas baseadas na analise do comportamento das variaveis do
sistema, isto é, na analise dos sinais adquiridos. Este enfoque mostra-se especialmente Gtil por
permitir que vazamentos sejam detectados assim que surgirem, e por ndo depender da
modelagem hidrdulica, o que implica numa vantagem importante considerando as

dificuldades praticas para a utilizacdo de modelos de redes de distribuicao reais.

O presente trabalho é um aporte dentro dos esforcos para a deteccdo de vazamentos pela
andlise de sinais. Usando os dados de pressdo e vazdo adquiridos experimentalmente num
circuito de laboratério, é desenvolvido um sistema de reconhecimento de padrbes para a
classificacdo dos sinais adquiridos durante uma situacdo de vazamento ou ndo. O
embasamento teodrico, a explicacdo da metodologia utilizada e os resultados obtidos sdo

apresentados neste documento, que € organizado nos seguintes capitulos:
e Objetivos, ao longo do qual séo especificados 0s objetivos do trabalho;

e No capitulo 3 ¢é apresentada uma revisdo da bibliografia sobre métodos de deteccéo de
vazamentos no @mbito da engenharia hidraulica, segundo uma classificacdo aqui
proposta das técnicas baseadas nos modelos hidraulicos e das baseadas na analise dos
sinais. S80 comentados os trabalhos mais representativos dos diferentes enfoques, e o

tipo de sistemas para 0s quais as técnicas tém sido validadas;

e No capitulo 4 sdo apresentados brevemente, para o leitor que ndo esta familiarizado
com a terminologia da area de analise de sinais ou de aprendizado de maquina, 0s

conceitos basicos que serdo aplicados nos capitulos seguintes.
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No capitulo 5 sdo descritas as condigdes sob as quais foi adquirida a informacao
utilizada nas analises, incluindo o sistema de laboratorio e aquisicdo e 0s experimentos

executados.

Os conceitos relativos ao sistema de reconhecimento de padrées com suas trés etapas
principais (segmentacdo e padronizacdo, extracdo de caracteristicas e classificacao)
séo apresentados no capitulo 6. Igualmente, sdo descritas as alternativas consideradas

dentro de cada etapa do sistema de reconhecimento.

O capitulo 7 contém os resultados e as discussfes correspondentes. Sdo apresentadas
as analises para a escolha das metodologias internas no sistema de reconhecimento de
padrBes, segundo as alternativas definidas no capitulo 6, assim como os resultados
finais obtidos com a arquitetura de sistema selecionada e ainda andlises sobre a

influéncia da magnitude do vazamento na deteccéo.
As conclus@es e recomendacdes sao apresentadas no capitulo respetivo.
Ao final, as referéncias bibliogréaficas empregadas sao listadas.

Nos apéndices, dados e figuras adicionais aos colocados nos diferentes capitulos sao

mostrados.
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2. OBJETIVOS

O objetivo deste trabalho é o desenvolvimento de uma metodologia para deteccdo de

vazamentos em redes de agua sob pressdo baseada na analise dos sinais de presséo e vazdo em

pontos pre-escolhidos da rede, com a constru¢cdo de um sistema de reconhecimento de

padroes. E utilizado um circuito experimental e adquiridos em laboratorio os sinais

posteriormente utilizados para a construcéo e teste do sistema.

Os objetivos especificos sdo:

Adaptacdo do circuito hidraulico experimental para estudo das caracteristicas do

escoamento: vazdo em trechos da rede e pressdo em pontos escolhidos;

Obtencdo de sinais de pressao e vazdo caracteristicos do sistema em diferentes estados
de funcionamento, na auséncia e presenca de vazamentos, executando 0s experimentos

de interesse sobre o circuito;

Identificacdo da arquitetura do sistema de reconhecimento de padrdes para a detec¢do
de vazamentos, considerando os diferentes métodos alternativos que podem ser
empregados nas suas trés etapas: segmentacdo e padronizagdo, extracdo de

caracteristicas e classificacao.

Implementacdo da rotina computacional para cada uma das trés etapas do sistema,

incluindo os métodos alternativos para cada qual.

Avaliacdo das alternativas para a etapa de extracdo de caracteristicas, analisando e
comparando quatro diferentes caracteristicas extraidas do sinal, trés delas no dominio

do tempo e uma depois da aplicacdo da transformada wavelet.

Avaliacdo das alternativas para a etapa de classificacdo, analisando seis métodos ou

classificadores.

Selecdo da melhor arquitetura do sistema de reconhecimento de padrdes e avaliagéo

completa do seu desempenho.

Avaliacdo da influéncia da magnitude do vazamento no desempenho do sistema.
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3. METODOS DE DETECCAO DE VAZAMENTOS

Em resposta ao desafio da deteccdo e localizacdo de vazamentos, diversas abordagens tém
sido propostas. Por exemplo, ainda sdo comumente usadas as do tipo mais antigo: as
inspecdes, que evoluiram desde os exames visuais para 0 uso de sensores acusticos, injecdo de
gés, medicdes eletromagnéticas e uma diversidade de técnicas mais ou menos sofisticadas. As
metodologias baseadas em procedimentos diretos sobre a rede como as anteriores Sao
consideradas metodologias passivas. Dentre as suas limitacGes esta o fato de que é muito
dificil obter informacéo atualizada de todo o sistema, os resultados dependem da experiéncia
dos executores e das condicBes de execucdo, as informacdes se restringem ao periodo de
execucdo e possuem pequena abrangéncia espacial, e em alguns casos implicam na
interrupcao do servico aos usuarios. Face ao exposto, a sua utilidade préatica se restringe a

localizacdo de vazamentos previamente detectados.

Na procura de um controle ativo de vazamentos, outras metodologias tém sido desenvolvidas.
Os vazamentos tém sido reconhecidos como fendmenos hidraulicos cuja ocorréncia influi no
estado do sistema hidraulico onde acontecem, e consequentemente tém impacto sobre
varidveis como a vazdo e pressdao. O estudo dessa influéncia visando a deteccédo indireta dos
vazamentos tem dado origem a varios grupos de técnicas propostas no ambito da engenharia
hidraulica. A seguir sdo apresentadas brevemente essas técnicas, sem pretender abarcar a
totalidade dos trabalhos da &rea e sim alguns avaliados como representativos. Um resumo
desses trabalhos com suas principais caracteristicas, e organizados segundo a classificacdo

proposta, € apresentado na Tabela 1.

Para compreender o panorama atual das técnicas de deteccdo de vazamentos é proposta neste
trabalho uma nova classificacéo, distinguindo as técnicas baseadas na modelagem hidraulica
(MH) das técnicas focadas na andlise dos sinais (AS). Dentro do primeiro grupo estdo as
técnicas que modelam o sistema em regime permanente (MH_P) ou transitério (MH_T).
Dentro do segundo grupo podem se diferenciar as técnicas AS_T que estudam o sistema
somente durante um transitdrio hidraulico (situagdes cabiveis a modelos dinamicos inerciais)
e as técnicas AS_O que analisam os sinais durante a operacdo normal de uma rede, numa
escala temporal muito superior & da passagem das ondas e em condi¢des de analise quase-
estaticas. E dentro deste ultimo subgrupo que poderia ser classificado o sistema de

reconhecimento de padrées desenvolvido no presente trabalho.



Tabela 1. Resumo de trabalhos em deteccéo de vazamentos
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Avaliacdo

Autor, Ano Método Principal Sistema considerado
Num [Lab[ Cam
MH | Métodos Baseados em Modelos Hidraulicos
Modelos em regime Permanente
Pudar; Liggett, 1992 Problema Inverso Circuitos hipotéticos X - -
Andersen; Powell, 2000 Estimacion de estado. Minimos Circuitos hipotéticos X
quadrados
Soares, 2003 Problema Inverso. AGs Circuitos hipotéticos X - -
MH_P | Poulakis; Valougeorgis; Probabilidad Bayesiana e — S
N - Circuitos hipotéticos X - -
Papadimitriou, 2003 modelos parametricos
Colombo, 2007 Problema Inverso. AGs Setor de rede real - - X
Wu, 2009 Problema Inverso. AGs Setor de rede real - - X
Wu; Sage; Turtle, 2010 Problema Inverso. AGs Circuitos hipotéticos e X - X
Setor de rede real
Modelos Em Regime Transitério
Liggett; Chen, 1994 ﬁ?ﬂ;se transitorio inverso Circuitos hipotéticos X
Vitkovsky; Simpson; Andlise transitdrio inverso - S
Lambert, 2000 (ITA) ¢ AGs Circuitos hipotéticos X
Kapelan; Savic; Walters, Andlise transitdrio inverso Circuitos hipotéticos X ) )
2003 (ITA), AGs e LVM P
MH_T | Saldarriaga; Fuentes; Anélise transitorio inverso ) )
Galvis, 2006 (ITA) e AGs Setor de rede real X
Andlise transitério inverso Circuitos hipotéticos e de
Soares, 2007 (ITA) e AGs laboratério X X )
Covas: Ramos, 2010 Analise transitdrio inverso Sistema aberto de _ X _
(ITA) laboratdrio
. o Analise transitorio inverso L ..
Soares; Covas; Reis, 2011 (ITA), AGs e LVM Circuito laboratorio - X -
AS  Métodos Baseados Na Analise De Sinais
Analise De Sinais De Pressdo Durante Um Transitdrio Hidraulico
Mpesha; Gassman; Fluxo oscilatorio. Resposta em | ... S
Chaudhry, 2001 frequencia Sistema aberto hipotético X
Wang et al., 2002 Amortecimento da onda. Sistema tubulagdo Unica X X )
Harmonicos hipotético e de laboratério
Ferrante; Brunone, 2003 TesteAtr{insnorlo. Anélise S_lsterpg tubulagdo Unica. X X )
harménico hipotético e de laboratério
Ferrante: Brunone, 2003 Teste transitorio. Analise Sistema tubulagdo Unica de | X )
wavelet laboratdrio
Misiunas, 2003; Misiunas et . Sistema tubulag&o Unica de
AS_T |al., 2005 Sumas cumulativas (CUSUM) laboratério e real X X
Covas; Ramos; Almeida, Fluxo oscilatorio. Resposta em | .o oporo hipotético X ) )
2005 frequencia
Ferrante; Brunone; Teste transitorio. Analise Sistema tubulagéo Unica X X )
Meniconi, 2007 wavelet hipotético e de laboratério
Ferrante; Brunone; Teste transitorio. Analise Sistema aberto (juncao) de
o - - X X
Meniconi, 2009 wavelet laboratdrio e real
Aguiar, 2010 Classificagdo com RNA Sistema tubulagdo unicade | _ X -
laboratdrio
Meniconi et al., 2011 Teste transitorio. Analise Sistema aberto (juncéo) ) ) X
wavelet e Lagrange real
Anadlise De Sinais Durante Operacéo Da Rede
Buchberger; Nadimpalli, Analise estatistico de vazdes Setor de rede hipotético e X ) X
2004 real
?Ol(()sg la; Aksela; Vahala, Mapas auto organizados Setor de rede real - - X
Romano; Kapelan; Savic, | Controle estatistico e Setor de rede real ) ) X
2009 inferencia Bayesiana
ASO Mounce; Boxall; Machell
2010 ’ ' ' | RNA e Logica Difusa Setor de rede real - - X
Ye; Ph; Fenner, 2011 Filtros Kalman Setor de rede real - - X
Palau; Arregui; Carlos, Ar_1aI|_se Qe componentes Setor de rede real ) ) X
2012 principais
Romano; Kapelan; Savic, RNA, Controle estatistico e
Setor de rede real - - X

2012

inferencia Bayesiana
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3.1. METODOS BASEADOS EM MODELOS HIDRAULICOS (MH)

Considerando os vazamentos como fendmenos hidréaulicos, diversos autores tém explorado a
sua incorporacdo nos modelos hidraulicos. O modelo hidraulico é a representacéo,
simplificada em maior ou menor grau, de um sistema composto de elementos (condutos,
valvulas, bombas, etc.) que definem o escoamento de &gua no interior das redes sob presséo.
E assumido que as demandas e as caracteristicas da rede (tais como geometria, material e
comprimento das tubulacdes, cotas, fator de atrito, etc) determinam o estado do sistema, em
termos de vazdo em cada trecho e pressdo em cada no, sob dada condicdo operacional. Como
esquematizado na Figura 1, as relacdes entre as caracteristicas da rede, demandas e estado do
sistema séo preestabelecidas através das equacgdes da hidraulica que descrevem a conservagao

de massa nos nds e de energia nos circuitos fechados.

ENTRADAS MODELO HIDRAULICO -
Topologia da rede, geometria, (simulagéo) EstadSoA(\:iIoDs:?s?ema
cotas, bombas, etc. .

Fator Atrito Conservacado Massa (nos) Qi trechos
Demandas (+ vazamentos) Conservacdo Energia (circuitos) Pj pontos

Figura 1. Esquema geral dos elementos do modelo hidraulico

Assim, a modelagem hidraulica pode ser vista como problema direto, quando todas as
caracteristicas da rede, demandas e condi¢bes operacionais sdo conhecidas, enquanto as
pressGes e vazdes sdo incognitas. Ocorre que algumas caracteristicas da rede ou sofrem
variagOes ao longo do tempo, como é o caso das rugosidades absolutas dos condutos, ou nao
sdo conhecidas por razbes diversas. Assim, uma abordagem muito usada em pesquisas
recentes é a do problema inverso (PUDAR; LIGGETT, 1992), em que valores de pressdo e
vazdo, normalmente obtidos por medicdo na rede, sdo fornecidos ao modelo para determinar
algumas caracteristicas ou demandas desconhecidas. A resolucdo do problema inverso tem
sido aplicada, por exemplo, para calibrar o fator de atrito, ou pesquisar vazamentos,
assumidos como demandas (exemplos indicados na Tabela 1 serdo comentados nas sec¢oes

seguintes).

Os métodos para a resolucdo do modelo também podem ser classificados em dois tipos,
explicitos ou implicitos. Nos métodos explicitos, o funcionamento hidraulico do sistema é
descrito por N equagdes ndo lineares, onde estdo envolvidas as caracteristicas da rede e as
demandas, e por N incognitas representando o estado do sistema. Os valores das incognitas

sdo encontrados através da resolucdo do sistema de equagdes. Poucos problemas podem ser
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representados fielmente com esta abordagem simplificada, mas tem sido utilizada para a
calibraco do fator de atrito e as demandas nos nos usando desde métodos de tentativa e erro

até resolucdes complexas do sistema de equacdes da hidraulica da rede (SOARES, 2003).

Nos métodos implicitos, o problema inverso € resolvido usando o equacionamento, as
caracteristicas conhecidas da rede e os valores de pressdo e vazao obtidos. S&o procurados 0s
valores 6timos das caracteristicas desconhecidas com o objetivo de minimizar o erro, que é
definido como a diferenca entre a resposta do sistema (pressao, vazao) calculada pelo modelo
e os seus valores observados (LIGGETT; CHEN, 1994).

A modelagem hidraulica pode ser feita para o regime permanente (MH_P) ou ndo permanente
(MH_T), sendo este o critério de classificagdo das técnicas de deteccdo de vazamentos

referidas a sequir.

3.1.1. Modelos em regime permanente (MH_P)

Nos modelos hidraulicos de redes em regime permanente, € suposto que as mudancas na rede
sdo instantaneas, passando de um estado permanente para outro, desconsiderando a transicé&o.
As equaces que descrevem o funcionamento hidraulico da rede sob regime permanente sdo
conhecidas e aceitas para propositos diversos tais como projetos, reabilitacdo, e otimizacdo da
operacdo de sistemas de distribuicdo de dguas para abastecimento. Existe atualmente uma
grande quantidade de simuladores hidraulicos no regime permanente, com diferentes graus de
complexidade e limitagdes, alguns deles desenvolvidos por grupos de pesquisa das
universidades (Crede), outros por agéncias publicas (Epanet), ou companhias comerciais
(WaterCad, Infowater,H20Map). No regime permanente é factivel estudar simultaneamente
pressdo e vazdo, considerando a capacidade de sensores e sistemas de aquisigéo,

diferentemente das analises em regime transitorio, como discutido na se¢do 3.1.2.

A deteccdo de vazamentos por MH_P pode ser abordada com a incorporacgdo de demandas ou
saidas adicionais e desconhecidas nos nds da rede. Os valores de tais demandas ou saidas, que
podem ser maiores ou iguais a zero, podem ser também variaveis de decisdo do problema de
otimizacdo utilizado para calibracdo de redes (quando usada a abordagem implicita para
resolucéo do problema inverso (PUDAR; LIGGETT, 1992)). Assim, € em algumas pesquisas
sobre calibracdo de modelos que podem ser encontrados os primeiros esforgos para a detec¢ao

de vazamentos.
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Diferentes trabalhos sobre a calibragdo de modelos incluindo a determinagdo de demandas
foram desenvolvidos nas Gltimas décadas, muitos deles identificando os algoritmos genéticos
(AGs) como uma ferramenta vantajosa aos propositos de otimizacdo, mas somente alguns
incluiram dentro do problema de calibracdo as perdas por vazamentos e demandas
dependentes da pressdo (COLOMBO, 2007; SOARES, 2003).

Por exemplo, na proposta apresentada por Wu (2009) e Wu, Sage e Turtle (2010), os
vazamentos dependentes da pressdo sdo incluidos no modelo hidraulico e a definicdo dos
parametros, em cada nd, é essencialmente um problema de calibracdo, resolvido com AGs.
Nesse Ultimo trabalho é apresentada a aplicacdo do método a uma rede tedrica e a um setor de
rede real com dados adquiridos no periodo de minima demanda obtendo, segundo os autores,
resultados positivos, mesmo limitados pelas dificuldades da modelagem hidraulica e da
acuracia na medicdo. O modelo de vazamentos incorporado ao modelo hidraulico define uma
relagdo potencial da vazdo de saida do vazamento com a pressdo. Usualmente essa relacéo
pode ser dada pela equacdo de um orificio ou por formulacdes especificas que mudam

segundo a magnitude e tipo do vazamento.

Mas nem todos os trabalhos envolvendo modelacéo hidraulica de redes de abastecimento de
agua com inclusdo de vazamentos para escoamento permanente estdo ligados a calibracao;
essa abordagem tem sido desenvolvida também para aplicacdes diferentes, como a otimizacao
da operacdo e/ou localizacdo de valvulas redutoras de pressdo (REIS; PORTO; CHAUDHRY,
1997). Focando no problema da deteccdo de vazamentos, Poulakis, Valougeorgis e
Papadimitriou (2003) apresentam uma técnica na qual ndo é considerada a calibracdo, mas
sim as grandes incertezas envolvidas na simulacdo de redes reais. A ideia geral é calcular as
saidas de um modelo hidraulico do sistema dependente das diferentes condi¢des provaveis de
vazamento, para posteriormente compara-las com um conjunto de observacdes de
caracteristicas do sistema (vazao, pressdo) e escolher a condi¢do mais provavel. As condicoes
de vazamento avaliadas, que sdo a posic¢ao e a magnitude dos vazamentos, séo as variaveis de
decisdio do problema de otimizacdo, enquanto a probabilidade dessas variaveis
corresponderem & saida observada € a funcdo objetivo a maximizar mediante um processo de
busca. Analises probabilisticos bayesianos ddo suporte ao método, que foi testado para uma

rede tedrica.

Com uma abordagem menos comum, Anderson e Powell (2000) apresentaram uma
metodologia para deteccdo de vazamentos baseada na estimacéao de estado, isto €, o célculo de

pressdes e vazdes, dados os parametros fixos do sistema, usando método implicito de
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minimos quadrados ponderados. S&o utilizadas as equacBes do fluxo em circuitos e as

variaveis de estado sdo as demandas (vazamentos) desconhecidas nos nos.

3.1.2. Modelos em regime transitorio (MH-T)

O estudo do comportamento hidraulico no regime ndo permanente tem alcancado maior
relevancia nos Gltimos anos, motivado em parte pela necessidade de representar fendbmenos
comuns nas redes como variabilidade das demandas e operacdo de valvulas, bombas e
reservatorios. Uma vantagem importante das analises em regime transitério € o fornecimento
de maior quantidade de informacGes sobre o sistema, dado que em cada ponto de anélise
conta-se com grande quantidade de dados, variaveis no tempo. Consequentemente, 0
problema inverso torna-se sempre indeterminado (PUUST et al., 2010). Assim, a analise
hidraulica de sistemas durante o transitorio hidraulico tem sido aplicada a diversas

metodologias para a calibracdo de modelos e deteccdo de vazamentos.

O principio bésico utilizado € que, quando um transitdrio acontece, uma onda se movimenta
pelo sistema com umas caracteristicas de propagacdo dadas, até encontrar uma
descontinuidade (como um vazamento, mudanca de diametro, mudanca de material, etc.); por
efeito de dita descontinuidade as caracteristicas da onda sdo modificadas, e essa modificacdo
é perceptivel também em outros pontos do sistema, pela propagagdo. Assim, estudando o sinal
original e a modificacdo que sofreu, é possivel identificar a singularidade que a produz e sua

localizagéo.

A ideia central antes exposta é aplicada no método de analise do transitério inverso (ITA, do
inglés Inverse Transient Analysis) (LIGGETT; CHEN, 1994), procurando a grandeza e
localizagdo de vazamentos no modelo hidraulico de transitorio, que minimizem a diferenca
entre o diagrama de pressdo em funcdo do tempo modelado e o medido no sistema. Autores
posteriores tém feito aportes a esta abordagem, usando como metodologias de otimizacéo os
algoritmos genéticos (VITKOVSKY; SIMPSON; LAMBERT, 2000), o método de
Levenberg-Marquardt (LVM), ou métodos hibridos (KAPELAN; SAVIC; WALTERS, 2003)
(SOARES; COVAS; REIS, 2011).

Mesmo sendo uma técnica bem estudada, sdo poucos os relatos na literatura sobre sua
aplicacdo pratica, como mostrado na Tabela 1. Uma mesma rede tedrica simples foi
considerada na apresentacdo de varias das metodologias propostas (KAPELAN; SAVIC;
WALTERS, 2003; LIGGETT; CHEN, 1994; VITKOVSKY; SIMPSON; LAMBERT, 2000),
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também existem casos de estudo baseados em experimentacdo em laboratorio com circuitos
fechados (SOARES; COVAS; REIS, 2011; SOARES, 2007) ou abertos (COVAS; RAMOS,
2010), enquanto sdo excepcionais as referéncias a testes em sistemas reais como o conseguido
por Saldarriaga, Fuentes e Galvis (2006). A importancia da precisdo no modelo hidraulico é a
principal limitagdo para a aplicacéo efetiva do método de transitorio inverso a redes reais, e 0S
seus resultados ndo podem ser apresentados sem uma quantificacdo da incerteza envolvida
(PUUST et al.,, 2010). A construcdo de um modelo hidraulico requer um conhecimento
detalhado e preciso do sistema fisico a ser modelado, condicao dificil de ser atingida por redes

reais.

Adicionalmente, a modelagem de redes no regime transitorio é ainda foco de pesquisa. Soares
(2007) desenvolveu uma metodologia inovadora para calibracdo e deteccdo de vazamentos,
em um modelo hidraulico em regime transitorio incorporando o fator de atrito variavel com o
comportamento viscoelastico das tubulagbes de PVC, e 0s vazamentos como saidas
governadas pela presséo.

Por outro lado, os métodos baseados no regime ndo permanente apresentam uma limitacdo
adicional devido a que para implementa-los é necessario gerar fenbmenos transitérios no
sistema a avaliar, 0 que no caso de redes de abastecimento implicaria em grande risco de
falha. Além disso, existe a dificuldade de estudar as vazdes durante o transiente, dado que a
maioria de medidores ndo responde instantaneamente as mudancas, limitando assim as

analises aos registros de pressdes (PUUST et al., 2010).

3.1.3. Vantagens e limita¢des dos métodos MH

Analisando todas as técnicas de deteccdo de vazamentos MH (baseadas na modelagem
hidraulica do sistema, tanto no regime permanente quanto no ndo permanente) podem-se
identificar algumas vantagens e limitagOes gerais. As vantagens principais sdo a possibilidade
de obter informacdo detalhada sobre o fendmeno e suas consequéncias em toda a extensdo da
rede, assim como permitir a analise igualmente detalhada de cenarios criados, o que significa
uma ferramenta muito Util para o planejamento e a tomada de decisdes. Dentre as limitacfes
pode-se apontar a necessidade de uma serie de condi¢6es dificeis de completar para uma rede
de abastecimento real: alto detalhamento na modelagdo, alta quantidade e qualidade da
informacao sobre o sistema, exatiddo nos parametros e condi¢fes de contorno, exatiddao na

simulacgéo hidraulica, e sistema de medicao confiavel e sincronizado.
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Na maioria das redes urbanas, durante a construcdo e as operagbes de manutencdo, séo
decididas mudangas que ndo sdo registradas nos documentos oficiais. Muitas delas nem
podem ser esclarecidas em estudos posteriores considerando a localizacdo das tubulacdes sob
a infraestrutura da cidade, de profundidade incerta. Assim sendo, & muito dificil conseguir um
conhecimento preciso e completo das redes, o que gera sempre um nivel de incerteza mesmo

no melhor modelo desenvolvido.

3.2. METODOS DE DETECCAO DE VAZAMENTOS BASEADO NA
ANALISE DE SINAIS (AS)

Visando superar as limitacfes dos métodos de detec¢do de vazamentos MH, tém surgido
diversos trabalhos que focam o estudo na analise das variaveis dependentes, isto € de vazdes e
pressdes, que podem ser obtidas por medigdes no sistema e consideradas genericamente sinais
(secdo 4.1). As técnicas classificadas neste grupo certamente reconhecem 0S mesmos
principios hidraulicos aplicados nos modelos, mas ndo focam os esfor¢os na resolucdo das
suas equacgdes e sim na extracdo de informacdes diretamente dos sinais, sem passar pela
modelagem hidraulica, para a deteccdo de vazamentos. Na maioria dos casos, € realizado
algum tipo de comparacdo entre os sinais monitorados em qualquer intervalo de tempo e
aqueles correspondentes ao estado original da rede, ou seja, sem vazamentos. Mesmo
baseados nessa ideia fundamental, as técnicas que analisam os sinais durante o transitorio
hidraulico (AS_T) e aquelas focadas na andlise durante a operacdo (AS_O) tém raios de acdo

bem diferenciados.

ENTRADAS ANALISE DE SINAIS i
Sinais de pressio e/ou vazdo Andlises estatisticas, SAIDAS
adquiridos no sistema: transformagoes, etc... Indicadores da
e Durante transitério Comparacdo com padrdes presenca/auséncia
e  Durante operacio (adquiridos ou calculados). de vazamento.

Figura 2. Esquema geral dos métodos baseados na anélise de sinais.

3.2.1. Anadlise de sinais de pressao durante um transitorio hidraulico (AS_T)

Da mesma forma que as técnicas MH-T (secdo 3.1.2), nas técnicas AS_T € aproveitada a
mudanga que um vazamento causa na propagacdo da onda durante um fendmeno transitério.

Quando acontece um transitério hidraulico gerado por uma manobra no sistema, e, durante a
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sua propagacdo a onda encontra um vazamento este terd& um efeito que pode ser de
amortecimento e reflexdfo (COLOMBO; LEE; KARNEY, 2009). Também o proprio
surgimento de um vazamento gera um transitorio hidraulico e ondas que se deslocam pelo
sistema. Identificar e quantificar todas essas alteracdes e correlaciona-las com um vazamento
é o foco dos métodos de deteccdo AS_T que, diferentemente dos métodos MH_T, utilizam as
informagdes monitoradas em um Unico ponto do sistema ou cada um dos pontos monitorados

é analisado isoladamente.

Entre as técnicas AS_T propostas nos Gltimos anos esta a deteccao de rupturas fazendo uso do
algoritmo CUSUM (do inglés Cumulative Sum) na andlise de sinais de pressdo (MISIUNAS,
2003; MISIUNAS et al., 2005). Essa técnica visa identificar a onda de pressdo produzida por
uma ruptura que dé origem a um vazamento para extrair dela informacdes sobre a localizacao
e magnitude do vazamento, relacionados com os tempos de chegada e as amplitudes das
ondas. Para tanto, sdo usadas informagfes de monitoramento permanente da pressao em um

Unico ponto de uma tubulagéo em circuito aberto.

Outro tipo de analise de sinais de pressao durante o transitorio gerado pelo proprio vazamento
foi aplicado por Aguiar (2010), utilizando redes neurais artificiais (RNA) para a identificacdo
de padrbes de mudanca no sinal relacionados com o inicio de um vazamento. A técnica visa
distinguir sinais de pressdo como pertencendo a uma de duas classes: referente ao inicio de
um vazamento ou sem vazamento. Usando sinais de pressdo adquiridos durante a simulagao
da ocorréncia de vazamentos com abertura de valvulas num sistema experimental, foi treinada
uma rede neural do tipo Perceptron feedforward. A RNA tem como entrada um segmento do
sinal, i.e. um conjunto de valores de pressao adquiridos (e normalizados), e como saida dois
valores cada um deles relativo a semelhanca com uma das classes possiveis. Esse processo

pode ser visto como um aprendizado de maquina supervisionado.

A analise de sinais pode ser realizada sobre diferentes representagdes ou dominios, como
explicado na secdo 4.2. Os dois trabalhos antes referidos analisam o0s sinais na sua
representacdo original, no dominio temporal, enquanto outros muitos autores tém proposto
métodos aplicando transformacBes de dominio para, por exemplo, fazer as analises de
resposta em frequéncia ou de harmdnicos. A ideia anterior é aplicada nos trabalhos referidos
a seguir, nos quais, adicionalmente, as informacdes relativas a presenca de vazamentos sdo
investigadas durante a ocorréncia de fendmenos transitorios controlados e gerados

artificialmente, diferentes dos produzidos pelo préprio inicio do vazamento.
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Aplicando o método de resposta em frequéncia, Mpesha, Gassman e Chaudhry (2001)
estudam o comportamento hidraulico de um sistema aberto submetido ao escoamento
oscilatdrio gerado pela operacgéo ciclica de uma valvula na saida. Segundo as caracteristicas
do sistema e da oscilacdo, é calculado o diagrama de resposta em frequéncia no ponto a
montante da valvula, considerando as oscila¢Bes da pressdo e da vazdo, e usando para tanto o
método de matrizes de transferéncia. Considerando que um vazamento reflete as ondas de
pressdo, criando ondas superpostas e, portanto, alterando a resposta em frequéncia, essa
resposta alterada pela existéncia de um vazamento é também calculada com o mesmo método
analitico. Ao comparar as respostas em termos de frequéncia para os dois casos, é possivel
identificar os picos adicionais gerados pelo vazamento, e partindo de tais informacgdes é
definida uma metodologia para calcular a localizacdo e a magnitude do vazamento. Nesse
trabalho sdo apresentados testes numéricos com diferentes sistemas abertos incluindo

tubulacdes em série ou em paralelo.

A mesma metodologia de geracdo de fluxo oscilatério é utilizada no método de ondas
estacionarias apresentado por Covas, Ramos e Almeida (2005) também baseado na anélise da
resposta em frequéncia do sistema, mas calculando-a com o método de impedéancia. A anélise
de ressonancia € usada para identificar as frequéncias geradas por um ou Varios vazamentos, e
dai a sua localizacdo na tubulagdo. A metodologia é apresentada com exemplos numéricos de

sistemas abertos de tubulagdo Unica ou tubulages em série.

Wang et al. (2002) propdem o estudo do amortecimento da onda de pressdo gerada por um
transitdrio hidraulico como ferramenta para detectar, localizar e quantificar um vazamento. O
amortecimento da onda devido a friccdo é estudado em uma tubulagdo sem nenhum
vazamento, seja mediante analise numérica ou medicdo direta das pressGes num ponto, e
posteriormente é estudado 0 mesmo sistema com presenca de vazamento. Os sinais de presséo
assim obtidos sdo separados em segmentos relacionados com o periodo da onda, a forma de
separar as partes correspondentes a cada reflexdo da onda, e a cada um desses segmentos €
aplicada a transformada de Fourier. No trabalho citado é desenvolvida analiticamente uma
expressdo para o0 amortecimento do transiente, sendo exatamente exponencial se o
amortecimento é devido unicamente ao atrito e aproximadamente exponencial se 0 vazamento
também contribui para o amortecimento. A amplitude de cada um dos componentes
harmonicos resultantes da transformada é analisada juntamente com o0s parametros de
amortecimento, de forma de obter as conclusdes buscadas. E feita a apresentago numérica do

método e também uma validagdo em teste de laborat6rio com tubulagéo Unica.
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Em um estudo de validacdo da técnica proposta por Wang et al. (2002) concluiu-se que sua
aplicacdo estd limitada a sistemas que ndo envolvem nenhuma descontinuidade interna e a
fendmenos transitorios instantaneos e de pequena amplitude cuja duracédo seja menor do que 0

tempo de viagem da onda até o ponto de monitoramento (NIXON et al., 2006).

Uma técnica AS_T destacada que usa transitérios hidrdulicos gerados por manobras de
fechamento rapido e anélise de harmonicos é apresentada por Ferrante e Brunone (2003a).
Estudando no dominio da frequéncia as equacgdes que descrevem 0 escoamento transitorio,
obtém-se a expressdo analitica para as pressdes na saida da tubulacdo. Esse sinal de saida no
dominio da frequéncia depende das caracteristicas da manobra que produz o transitorio e das
caracteristicas do sistema, e é modificado também pela presenca de um vazamento. Sinais de
pressdo sdo adquiridos sob o transitério gerado controladamente e sdo transformados ao
dominio da frequéncia usando transformada de Fourier, para posteriormente compara-los com
a resposta analitica ou com a de experimentos anteriores. A analise comparativa permite a
identificacdo de distor¢cbes que indicam a presenca de vazamento na tubulacdo. A
metodologia foi aplicada a um sistema aberto de tubulagdo unica, com véalvula de fechamento

na saida, e medicao das pressdes em alta frequéncia de aquisicao.

Ao estudar a resposta do sistema no dominio da frequéncia, é perdida uma porcdo de
informacdes interessantes como, por exemplo, o tempo de chegada da onda ou
descontinuidades no sinal temporal. Visando superar essa perda, num trabalho complementar
(FERRANTE; BRUNONE, 2003b), foi proposta a alternativa de transformacéo das pressoes
de saida usando transformada wavelet continua. No sinal transformado sdo identificadas as
singularidades devidas a reflexdo da onda pelo vazamento que permitem a sua detec¢do, e
também é obtida informacdo sobre o tempo de chegada da onda refletida, indicativa da
localizacdo do vazamento. Os resultados da aplicagdo do método e anélises realizadas sobre
um sistema experimental aberto empregando diferentes tipos de transformada wavelet
permitem concluir que nem todos tém a mesma utilidade para o objetivo de identificacdo das

singularidades relativas ao vazamento.

Continuando a pesquisa do trabalho anterior, tém sido publicados estudos sobre o uso de
wavelets para a analise de sinais de pressdo em transitorios com o objetivo da detecgdo de
vazamentos (FERRANTE; BRUNONE; MENICONI, 2007, 2009). Considerando um sistema
com uma unica tubulacdo, sdo gerados analiticamente sinais de pressdo em resposta a um
transitorio hidraulico, usando para isso 0 método das caracteristicas. Aos sinais é aplicada a

transformada wavelet discreta e continua, e varios tipos de wavelets mée (esses conceitos sdo
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apresentados na secdo 4.2.2). Sdo apresentados testes com séries geradas analiticamente e
obtidas em laboratério e, embora tenha sido identificada a necessidade de investigacdo dos
tipos de wavelet mais adequados a anélise, é provada a capacidade da transformada wavelet
para a identificacdo de singularidades a partir de sinais de pressdao, mesmo na presenca de

ruido.

A andlise anterior pode ser estendida de sistemas de uma Unica tubulacéo a sistemas com
bifurcacdo (FERRANTE; BRUNONE; MENICONI, 2009), e ainda melhorias sdo propostas
pela integracdo de modelos de Lagrange. O uso desses modelos Lagrangianos para avaliar as
causas das singulares detectadas com a analise wavelet (MENICONI et al., 2011) foi testado

em campo em uma tubulagéo adutora.

A totalidade das técnicas AS_T encontradas considera unicamente sistemas abertos, na
maioria dos casos consistindo de uma Unica tubulacdo, ocasionalmente sistemas com uma
bifurcagdo, como mostrado na Tabela 1. Tais técnicas, além de serem dependentes da anélise
de um evento transitério bem controlado e conhecido, sdo altamente sensiveis a
irregularidades ou mudancas no sistema. Adicionalmente, existem dificuldades para aplicar as
consideracBes analiticas em sistemas mais complexos. Por outro lado, existe também uma
limitacdo importante pelo risco ao impor altas pressdes durante os transitorios gerados em

sistemas reais.

Assim, sem desconhecer 0s avangos no seu desenvolvimento e as vantagens apresentadas,
pode-se concluir que as técnicas AS_T ndo sdo aplicaveis para verificacdo permanente da rede
de abastecimento visando a detec¢cdo de vazamentos, sendo limitadas a linhas adutoras e a

inspecdo detalhada de trechos especificos.

3.2.2. Anadlise dos sinais durante operacao da rede (AS_O)

Pesquisas recentes estdo tentando aplicar os aprendizados dos métodos anteriormente
resumidos para superar suas limitagOes, visando ao aproveitamento do monitoramento
permanente da rede para a deteccdo de vazamentos pela analise dos sinais adquiridos durante
a operacao (AS_O). Este tipo de método procura ser aplicavel a sistemas reais de distribuicéo,
aproveitando as informagdes de monitoramento permanente e de baixo custo, sem requerer
operacOes especificas na rede (como a geragdo de transitorios, que podem ainda prejudicar
estruturalmente o sistema) ou o conhecimento detalhado necessario para a modelagem

hidraulica de elevada precisdo. Comumente séo aplicadas ferramentas estatisticas avancadas
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ou técnicas de inteligéncia artificial, e em geral sdo procuradas nos sinais continuamente
monitorados evidéncias que revelem o inicio de um vazamento, e ndo a sua pré-existéncia

como em muitas das técnicas AS_T.

Podem ser citados varios trabalhos que analisam os sinais de vazdes de entrada em um setor
de rede de abastecimento, como os resumidos a seguir. Analises estatisticas da vazdo no
periodo de baixa demanda (considerada como varidvel aleatoria) sdo a base da proposta de
Buchberger e Nadimpalli (2004), que é validada somente para setores residenciais pequenos,
onde possam ser descartados consumos noturnos importantes e variaveis. Segundo o método,
a partir dos dados de vazédo de entrada a uma area residencial adquiridos durante o periodo de
minima demanda , sdo calculados os parametros da distribuicdo de probabilidade normal das
medicOes. A série observada € truncada e reavaliada sua média e desvio padrdo, processo que
se repete até atingir uma quantidade minima de leituras na amostra suficiente para a
determinacdo de tais parametros. O comportamento esperado dos parametros em relacdo ao
nivel de truncamento é definido teoricamente, e uma divergéncia abrupta nele é interpretada
como um vazamento. Também analisando essa divergéncia é estimada a ordem de grandeza
das perdas. Segundo os autores, para aplicacdo da técnica € preciso contar com medicdes de
alta frequéncia, da ordem de um valor cada 5s a 1s, e uma area monitorada com menos de mil

residéncias.

Usando ferramentas mais complexas para analise dos sinais de vazdo num setor de rede,
Mounce, Boxal e Machell (2010) propdem um método para deteccdo de vazamentos e outras
anormalidades em tempo real, usando inteligéncia artificial, cujas bases foram apresentadas
em publicacdes anteriores (MOUNCE et al., 2006, 2007, 2008 apud (ROMANO;
KAPELAN; SAVIC, 2009). Dados de vazéo coletados na rede com intervalos de 15 minutos,
durante os trés meses imediatamente anteriores a analise sdo submetidos a um pré-
processamento, para serem utilizados no treinamento de uma rede neural artificial (RNA).
Posteriormente € construido o modelo de densidade de probabilidade para as vazfes futuras
produzidas pela RNA. Séries atualizadas de valores observados sdo comparadas em tempo
real com as previsGes para periodos de duragfes variaveis; com um sistema de inferéncia
difusa é gerado um alerta quando detectadas observacGes anormais. Baseado na densidade de
probabilidades, para cada evento é associado um intervalo de confianga que permite
classificar e priorizar os alarmes. O método foi testado para uma rede de distribuicdo de agua
potével do Reino Unido com sucesso.
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Por outro lado, 0 método apresentado por K. Aksela, M. Askela e VVahala (2009) est& baseado
nos mapas auto-organizados (SOM, do inglés Self Organizing Maps), que correspondem a um
tipo de RNA treinada usando aprendizado ndo supervisionado para o0 agrupamento de um
conjunto de entradas e que produz sua representacdo com menor dimensionalidade, que séo 0s
chamados mapas. As informagdes utilizadas para a construgdo do modelo de vazamentos sao
sinais de vazao e registros de vazamentos conhecidos, num setor de rede real. Uma férmula
empirica de vazamento em funcéo da distancia ao sensor e do tempo é definida para o caso
estudado. As entradas do SOM sdo os sinais de vazdo, depois do pré-processamento, com
base semanal, correspondentes a todo o periodo de dados. A fungdo de vazamento empirica é
incorporada, resultando na construgdo de mapas dos padrdes de vazdo usados para indicar o
valor da funcdo de vazamento. Depois do processo de treinamento antes descrito, os “mapas”

criados permitem identificar um vazamento.

Ainda dentro das técnicas baseadas nos registros de vazdo em setores monitorados da rede,
também esta a analise de componentes principais (PCA, do inglés Principal Component
Analysis) para deteccdo de vazamentos (PALAU; ARREGUI; CARLOS, 2012). A técnica de
PCA permite, com uma transformacéo ortogonal, reduzir uma matriz de alta dimensionalidade
como a de vazbes num setor durante um determinado periodo, para uma matriz de
dimensionalidade menor na qual toda a variabilidade dos dados é expressa num conjunto de
poucas variaveis linearmente descorrelacionadas. Assim, é construido um modelo estatistico
que representa o comportamento da rede baseado exclusivamente nos sinais adquiridos.
Quando um vazamento se incorpora a vazao, os valores das componentes mudam, e fazendo
uso de técnicas estatisticas de controle é possivel a identificacdo de anomalias, incluindo

inicio de vazamentos.

Incorporando a anélise de sinais de pressdo juntamente aos de vazdo para a deteccdo de
vazamentos, foi proposto o uso de filtros Kalman (YE; PH; FENNER, 2011), um método
estatistico que utiliza trechos conhecidos de series temporais para produzir estimativas do
estado do sistema, no caso as pressbes e vazdes. Os filtros Kalman fornecem uma
caracterizagdo estatistica de sistemas dindmicos, como o sinal temporal de vazdo ou pressao
na rede, considerando a influéncia dos valores passados na distribuicdo de probabilidades em
um processo de aprendizado incremental. Assim, os filtros Kalman sdo aplicados para estimar
0s parametros hidraulicos (pressédo e vazdo) na rede em condi¢des normais, € um vazamento
pode ser detectado analisando as parcelas residuais do filtro, que correspondem a diferenca

entre valores estimados e medidos.
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Usando também o monitoramento de pressdes e vazdes na rede durante a operagdo, foi
desenvolvido um método baseado em inferéncia bayesiana (ROMANO; KAPELAN; SAVIC,
2009, 2010). O método utiliza dados de vazdo na entrada do setor e de pressdes em um ou
mais pontos internos a ele, adquiridos a uma taxa de 1 amostra cada 15 minutos. A esses
sinais aplica-se a remog¢&o do ruido usando a transformada wavelet, que se apresentam como
uma boa ferramenta para o propdsito de separar o ruido de outras caracteristicas nédo
permanentes do sinal. Os sinais sem ruido do Gltimo periodo de 24 horas constituem a
informacdo de treinamento para um modelo de previsdo de curto prazo, usando o Group
Method of Data Handling, técnica estatistica que utiliza todas as informag6es disponiveis sem
a necessidade de especificar a forma do modelo para a previsdo. Valores atualizados
adquiridos na rede sdo comparados com os preditos pelo modelo, identificando as
discrepancias, e depois metodologias de controle estatistico de processos sdo usadas para
incrementar a confiabilidade da hipétese de vazamento. As informacgdes assim obtidas s&o
entregues a um sistema de inferéncia Bayesiana para a avaliagdo da probabilidade de

ocorréncia de um vazamento e a geracdo de alarmes.

A mesma equipe de pesquisa fez melhorias na proposta (ROMANO; KAPELAN; SAVIC,
2012), desenvolvendo um sistema modular que incorpora ferramentas adicionais em cada um
dos passos do processo de deteccdo. Depois do pré-processamento e filtragem do ruido, a
andlise de discrepancias é feita com uma Rede Neural Artificial (RNA). A RNA ¢ treinada
com os sinais coletados em periodos anteriores, e recebe como entradas dados atualizados
para produzir como saida os valores futuros preditos, que sdo comparados com os dados
adquiridos da rede e calculadas as discrepancias. Adicionalmente avaliacGes estatisticas dos
desvios no sinal e da sua tendéncia sdo realizadas para gerar evidéncia complementar sobre a
ocorréncia de vazamento. As evidéncias geradas nas analises de discrepancias, dos desvios e
das tendéncias sdo incorporadas a um sistema de inferéncia Bayesiana que estima a
probabilidade da ocorréncia de um vazamento, combina as informagdes de diferentes sensores
e finalmente gera os alarmes de vazamento quando um limiar é atingido. A técnica tem sido
testada em um setor de rede real (ROMANO; KAPELAN; SAVIC, 2012).

As técnicas baseadas na andlise de sinais durante a operacdo da rede (AS_O), apesar do curto
tempo desde seu surgimento, tém se mostrado promissoras. Porém, ndo tém sido publicadas
suas aplicacOes efetivas a sistemas reais, possivelmente pelo tempo que naturalmente leva a
transferéncia de tecnologia para a industria, mas também por caracteristicas das proprias
técnicas que precisariam ser melhoradas para sua implementacdo generalizada. A aplicacdo de



37

técnicas de inteligéncia artificial na analise dos sinais nas técnicas AS_O € ainda inovadora,
sendo que, a cada nova pesquisa com resultados positivos, novas possibilidades de melhoria
sdo abertas. Reconhecendo que 0s objetivos praticos do seu desenvolvimento ndo tém sido

satisfatoriamente atingidos, hd um grande interesse por continuar explorando esta abordagem.



38

4. CONCEITOS DE ANALISE DE SINAIS E APRENDIZADO DE MAQUINA

A metodologia proposta para deteccdo de vazamentos, com 0 suporte de um sistema de
reconhecimento de padrdes, tém suas bases em disciplinas diferentes da engenharia
hidraulica, como o processamento de sinais e o aprendizado de maquina. Com o objetivo de
apresentar os conceitos basicos aplicados no trabalho para leitores ndo familiarizados com
esses temas, neste capitulo sdo resumidas definicdes e explicacdes simples, que poderdo ser

aprofundadas na bibliografia citada.

4.1.VARIAVEIS DO SISTEMA COMO SINAIS

Um sinal pode ser definido como qualquer ente fisico que varia ao longo do tempo, espaco ou
outra varidvel independente (ou varias delas) (PROAKIS; MANOLAKIS, 2007). Todo sinal
pode ser representado matematicamente como funcdo de uma ou diversas variaveis
independentes. Segundo a defini¢do anterior tanto a pressao quanto a vazdo em pontos de uma
rede podem ser estudados como sinais que, para as analises de interesse, sdo considerados
independentes entre si, de forma a considera-los como sinais unidimensionais, variaveis no

tempo somente.

E entendendo as variaveis do sistema, pressao e vazdo, como sinais, que foram neste trabalho
exploradas metodologias de processamento de sinais. O termo “processamento de sinais” €
muito abrangente, pois considera todos os sistemas (fisicos ou légicos) que realizam
operacdes sobre o sinal, seja com o fim de produzir um sinal alterado ou de extrair
informagdes de interesse, neste Ultimo caso com o nome mais apropriado de “analise de
sinais”.

Os sinais podem ser classificados em dois tipos basicos: analogicos e digitais. Se a variavel
independente é continua e os valores da variavel dependente estdo também numa faixa
continua, o sinal é anal6gico. Se tanto a variavel independente quanto a variavel dependente
sdo discretas, entdo o sinal é dito digital. A grande maioria de sinais no mundo fisico,
incluindo a pressdo e a vazdo, é analogica: por exemplo, em todo instante de tempo sem
interrupcao existe uma pressdo, e sua magnitude instantanea pode assumir infinitos valores. E

possivel o processamento de sinais analégicos, mas 0os métodos mais avangados de analise e
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processamento que envolvem o uso de processadores sdo aplicaveis somente a sinais digitais,

razdo pela qual a conversdo dos sinais se faz necessaria.

A conversdo de sinais analdgicos em digitais é definida por trés processos: amostragem,
quantizacdo e codificacdo. A amostragem refere-se a extracdo de valores do sinal em
intervalos discretos de tempo, a quantizacdo a aproximacdo dos valores lidos a valores
discretos, e a codificacdo a expressdo dos valores no formato adequado para transmisséo das
informacdes, isto €, uma sequéncia de bits (PROAKIS; MANOLAKIS, 2007). Depois da
conversao para sinais digitais, as variaveis de interesse estarao representadas por uma serie de
valores, um para cada instante de tempo em intervalos fixos, sendo que cada valor seréa
arredondado para o respectivo valor discreto mais proximo, e essas informacfes serdo

transmitidas para seu processamento.

Para o presente trabalho de pesquisa, e como apresentado na se¢do 5.2, as pressdes e vazdes
na rede foram medidas pelos transdutores e hidrometros, e transmitidas para uma placa de
aquisicdo de dados que controla o processo de conversao e transmissdo do sinal digital para o

microcomputador.

4.2. TRANSFORMAGCOES DE DOMINIO

A pressdo e vazdo na rede sdo neste trabalho, segundo explicado na secdo anterior, sinais
digitais variaveis no tempo, isto €, sinais temporais discretos. O sinal é composto por séries de
valores instantaneos, e pelo processo de digitalizacdo usado, os intervalos de tempo entre
valores sucessivos sao constantes. De acordo com essa representagdo temporal, as mudangas

nos valores correspondem a mudancas no estado do sistema observado, em funcdo do tempo.

Quando um sinal € analisado nessa representacdo, como uma sequéncia de valores no tempo,
fala-se de analise no dominio do tempo. Com o sinal no dominio do tempo podem ser feitas
transformagfes no sinal tais como a padronizagcdo (se¢do 6.1), podem ser calculadas
caracteristicas como energia, poténcia, entropia e outras (se¢do 6.2), podem realizar-se
operacdes como adicdo, multiplicagdo ou mudanca de escala, dentre muitas outras opgdes de

analise e processamento de sinais.

Sem desconhecer a variedade e importancia das metodologias de processamento de sinais no

dominio do tempo, em muitos casos a representacdo temporal é insuficiente e outras formas
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de indexacdo podem mostrar-se superiores, como a transformacdo para o dominio da
frequéncia (MEYER, 1999).

4.2.1. Dominio da frequéncia e Transformada de Fourier

A definicao original da frequéncia, vinda da fisica, relaciona-se com o movimento periddico,
em particular com a oscilagcdo harmdnica, comumente descrita por fungdes senoidais. Nesse
caso, a frequéncia refere-se & mudanca angular por unidade do tempo na funcéo senoidal, ou
também a quantidade de ciclos por segundo (PROAKIS; MANOLAKIS, 2007).

Seja considerado um sinal temporal discreto periédico (no qual as mesmas sequéncias de
valores repetem-se a cada certo numero de intervalos no tempo), por exemplo, um sinal
senoidal. Nesse sinal simples, o periodo é definido como o tempo transcorrido para a
repeticdo da sequéncia de valores (ciclos), e a frequéncia é o inverso do periodo, ou 0 numero
de ciclos numa unidade de tempo. Portanto, esse sinal senoidal simples tera um Gnico valor de
frequéncia representativo, comumente medido em unidade de s = Hz. Se o sinal ndo fosse
simplesmente senoidal, mas composto pelo somatério de vérias fungdes senoidais de
diferentes periodos, ao invés de um Unico valor o sinal teria maltiplos valores de frequéncia
presentes. Um sinal mais complexo é composto por uma faixa muito ampla de frequéncias
diferentes. A analise dessas frequéncias presentes no sinal, ao invés dos valores em funcgéo do

tempo, corresponde a analise no dominio da frequéncia.

A andlise no dominio da frequéncia €é indispensavel na area de processamento de sinais. A
descricdo em termos da frequéncia pode ser a base de uma melhor compreensdo do fenémeno
que da origem aos sinais, sendo que oferece um complemento essencial a descricao
exclusivamente temporal (MEYER, 1999). A ferramenta padréo para analise da frequéncia é a
transformada de Fourier, cuja ideia basica é que qualquer funcéo pode ser representada pelo
somatério de fungdes senoidais de diferentes frequéncias e fases. Assim, usando a
transformada de Fourier obtém-se os componentes relativos as diferentes frequéncias no sinal,
construindo uma representacdo diferente e independente do eixo temporal. O processo &
reversivel, pois utilizando a transformada inversa de Fourier, pode-se passar do dominio da

frequéncia para o do tempo.

A transformada de Fourier funciona muito bem no processamento de sinais estacionarios
(invariantes no tempo), mas tem limita¢es quando séo analisados sinais nao estacionarios ou

problemas envolvendo singularidades no sinal como mudancas localizadas no tempo
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(MALLAT, 1999). A principal limitacdo deve-se a que com esse tipo de transformacdo é
possivel saber quais frequéncias compdem um sinal, mas sem nenhuma indicacdo do

momento (ou valor no eixo temporal original) no qual essas frequéncias se apresentam.

4.2.2. Transformada Wavelet e analise tempo-frequéncia

Reconhecendo que as representacbes em tempo e em frequéncia sdo necessarias, mas
insuficientes, foram desenvolvidos métodos de andlise que efetivamente fornecessem uma
descricdo conjunta do sinal, nos dois dominios simultaneamente, e sdo as chamadas anélises
tempo-frequéncia. Uma das principais aproximacoes para o problema é a decomposi¢do dos
sinais a respeito de uma familia de sinais ou funcBGes elementares, as quais sdo bem
localizadas tanto em tempo quanto em frequéncia (diferentemente da transformada de Fourier
tradicional). Os métodos mais importantes que seguem essa aproximacao sdo a decomposicdo
Gabor (relacionada com a transformada de Fourier de curta duracdo) e a decomposicao
wavelet (MEYER, 1999).

As wavelets sdo simplesmente funcdes que satisfazem certas condicdes matematicas e que sdo
usadas para a representacdo de dados ou de outras fungbes (GRAPS, 1995). As funcdes
wavelet devem ter media zero, localizacdo no tempo e energia finita. Essas caracteristicas sdo
comuns a inimeras fungfes matematicas, mas na pratica sdo aplicadas algumas funcGes
amplamente estudadas e validadas. Neste trabalho serd utilizada uma das fungdes mais
comuns, a fungdo Daubechies com dois “momentos zero”, ou db2, apresentada na Figura 3. A
escolha desta funcdo com dois momentos, que corresponde com filtros de suporte quatro, esta
relacionada a sua capacidade para analises onde a resolucdo temporal é importante
(ADDISON, 2002). Considerando também que o fendmeno analisado (0 vazamento) esta
relacionado com uma descontinuidade na primeira derivada do sinal ndo se considera

conveniente o uso de fungdes com maior suporte.

2

0 0.5 1 15 2 25 3

Figura 3. Funcdo wavelet Daubechies, db2
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As fungdes wavelet sdo combinadas, mudando sua escala e posicéo, para transformar o sinal
em andlise para uma representacdo mais util. A mudanca de escala, que equivale a expansao
ou contracdo da funcéo, esta também indiretamente relacionada com as frequéncias presentes
no sinal, enquanto a posicdo refere-se ao eixo temporal original do sinal. Assim, a
transformada wavelet permite analisar as frequéncias presentes no sinal sem perder as
informacges referentes ao sinal no tempo. A transformada wavelet discreta de um sinal é

definida como segue:

W)y = [ 5Ot = [ 200w e

Sendo x = sinal original, em funcéo do tempo
Wxmn = Transformada wavelet do sinal X, na escala m e posi¢ao n
Ymn(t) = Fungdo wavelet, em fungdo do tempo, na escala m e posi¢éo n

A caracteristica de localizacdo das funcBes elementares e a possibilidade de analise em
multiplas escalas ou resolucdes sdo vantagens importantes da transformada wavelet, que
permite que as informacgdes sejam adequadamente separadas, 0 que €é importante para

aplicacdes como a identificacdo de singularidades ou a eliminagdo de ruido em sinais.

Matematicamente, a transformada wavelet é também a convolucdo da funcdo wavelet com o
sinal sob analise’, e é possivel entender essa convolugdo como um processo de filtragem do
sinal. O termo “filtragem”, que em geral refere-se ao processo de discriminagdo de objetos
segundo seus atributos, na analise de sinais é usado comumente em referéncia a discriminagéo
das componentes de frequéncia diferentes presentes no sinal de entrada. Assim, um sinal
filtrado contém somente algumas das frequéncias presentes originalmente no sinal, enquanto

outras sdo descartadas.

Assim, relacionando a transformada wavelet com um processo de filtragem, é possivel
entender a transformacdo em cada nivel (escala) como uma filtragem dupla, onde do sinal
original sdo extraidas uma versdo contendo so as frequéncias baixas nele presentes e outra

versao contendo s6 as frequéncias altas.

1 ~ . . ~ . ~
A convolug¢do é um operador linear que transforma duas funcées em uma terceira fungao, no caso a
convolucdo da funcdo wavelet e o sinal da origem ao sinal transformado.
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4.3.DECOMPOSICAO WAVELET DISCRETA E PACKET

Na mesma linha de raciocinio da interpretacdo da transformacdo wavelet como processo de
filtragem, a decomposicdo wavelet discreta de um sinal pode ser entendida como a
representacdo dele em diferentes escalas, relacionadas com as frequéncias. Essa nova
representacdo é obtida decompondo o sinal em duas partes, uma correspondente as baixas
frequéncias e representada por um vetor de coeficientes de aproximagédo, enquanto a outra
parte correspondente as altas frequéncias e representada por um vetor de coeficientes de
detalhe. Assim, o sinal original fica representado por dois componentes depois de decomposto
no nivel m=1. O processo de decomposicdo em aproximacdo e detalhe é executado
sucessivamente, com base na aproximacdo de nivel imediatamente anterior, como mostrado
na Figura 4. O nimero maximo de niveis de decomposi¢do, M, depende do tamanho original
do sinal, N = 2. Decompondo até um nivel m qualquer (1 <m < M), o sinal fica representado
por m+1 componentes, sendo um vetor de coeficientes da aproximagdo, e m vetores de

coeficientes dos detalhes.

Nivel

| Tamanho N }
m=0 [ X | Sinal Original
t=0 / \ =T
m=1 | A ’ D |
/\ =T =0 &
m2 | oM | oA | D |
t=T t=0 t=T t=0 =T
Componentes (aprox. e
—3 DAA = - detalhe) da dec. wavelet
m= | i | I DA l | discreta até nivel 3
=T t=0 t=T t=0 =T t=0 =T
A3 D1 D2 D3 Nomes dos componentes

neste trabalho

Figura 4. Esquema da decomposicao wavelet discreta

A quantidade de elementos nos vetores de aproximacao e detalnes muda de forma tal que em
todo nivel m o total de elementos de todas as componentes € igual a N. Adicionalmente, cada
uma das componentes corresponde a uma representacdo da duragdo completa do sinal.
Lembrando também que cada decomposicdo produz uma divisdo mais fina da faixa de
frequéncias contidas em cada componente, entende-se que niveis de decomposicdo (m)

maiores implicam uma maior resolugdo na frequéncia, mas menor resolucdo temporal,
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enquanto niveis m menores fornecem melhor resolucdo temporal, mas pobre resolugdo de
frequéncias. A selecdo do melhor nivel de decomposi¢do varia de um problema para outro,
sendo necessario avaliar conjuntamente o ganho e o custo do célculo. Essa selecdo para o

presente estudo é apresentada na secao 7.1.

A decomposicdo wavelet packet é uma generalizagdo da decomposicdo wavelet discreta.
Enquanto na decomposicdo wavelet discreta os componentes de detalhe passam inalterados
para 0s niveis de decomposicdo seguintes, na decomposicdo wavelet packet em cada nivel
tanto os componentes de aproximacdo quanto os de detalhe sdo decompostos sucessivamente.
Assim, para um nivel de decomposicdo m, o sinal fica representado por um vetor de

aproximacdo e 2™-1 vetores de detalhes, como mostrado na Figura 5.

Nivel | Tamanho N

t=0 /\ =T =0 /\ =T
»/\4 /\4 /\ /\ Componentes (aprox. e

m=3| AA [ DAA [ADA [ DDA [ AaD [ DAD [ADD [ DDD gztcf’l‘(':;ggfédni‘;e‘l’vsve'e‘

i T

Sinal Original

A3 D1 D2 D3 D4 D5 D6 D7 Nomes dos componentes
neste trabalho

Figura 5. Esquema da decomposicao wavelet packet

Lembrando que os vetores de aproximacdo correspondem as frequéncias mais baixas
enquanto os de detalhes as frequéncias mais altas, ao aplicar a decomposicdo wavelet packet
ao inveés da wavelet discreta, obtém-se informacGes mais detalhadas de sub-faixas de

frequéncia mais altas.

A geracdo e o processamento dessa maior quantidade de informacgdes implicam num alto
custo computacional, e € necessario avaliar o beneficio de sua aplicacdo a cada problema,

como é feito na secéo 7.1.
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4.4. APRENDIZADO DE MAQUINA

Comumente a resolucéo de problemas complexos, envolvendo grande volume de dados e para
0s quais ndo € conhecida uma solucdo algoritmica € definida, deve ser abordada
computacionalmente, requerendo sistemas que além de executar opera¢des conhecidas sejam
capazes de criar por si proprios, a partir de experiéncias passadas, uma hipétese ou funcéao
capaz de resolver o problema. Entra-se assim no campo do aprendizado de maquina, pela qual
0s computadores sdo programados para melhorar o desempenho por meio da experiéncia,
obtendo conclusdes genéricas a partir de conjuntos de exemplos, i.e. com um processo de
indugéo (FACELI et al., 2011).

Assim, o aprendizado indutivo é realizado pela anélise de exemplos obtidos com anterioridade
ao processo de aprendizado. Segundo as informacdes anteriores fornecidas ao processo de
aprendizado, este pode ser supervisionado ou ndo supervisionado. No aprendizado
supervisionado para cada um dos exemplos é fornecida também a resposta ou saida
correspondente, enquanto no aprendizado ndo supervisionado o préprio algoritmo devera

tentar agrupar e a interpretacdo desse agrupamento usualmente requer uma analise posterior.

O problema tratado neste trabalho usando aprendizado de méaquina € a distingdo de sinais de
pressdo ou vazdo segundo a condicdo na qual foram adquiridos: durante a ocorréncia de um
vazamento ou ndo. Como a resposta esperada € se o sinal sob analise pertence a uma ou a
outra classe, trata-se de um problema de classificacdo. A classificacdo é um caso particular de
aprendizado supervisionado onde aos exemplos estdo associados rotulos de classe pré-
determinado. Neste trabalho, existem somente duas classes (corresponde com a situacdo de
vazamento ou nao), portanto dois valores para o rétulo de classe, formando um problema de

classificacdo binaria. A metodologia de abordagem do problema é apresentada no capitulo 6.

O processo de aprendizado indutivo, durante o qual sdo obtidos os elementos necessarios para
extrair generalizacGes a partir dos exemplos rotulados, também costuma ser chamado de

treinamento, termo que serd usado neste trabalho.
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5. AQUISICAO DE SINAIS EXPERIMENTAIS EM LABORATORIO

O horizonte da deteccdo de vazamentos abordada no presente trabalho refere-se as redes de
distribuicdo de agua para abastecimento, sistemas complexos e muito pouco analisados sob a
perspectiva da andlise de sinais aqui proposta, como mostrado na secdo 3.2. Levando em
conta a novidade das metodologias propostas e a necessidade de encarar o problema
primeiramente sob condig¢Ges conhecidas e controladas, decidiu-se trabalhar com um sistema
de laboratdrio que sera descrito a seguir, juntamente com as condi¢Ges de experimentacdo

adotadas para a geracdo das bases de dados utilizadas em todas as analises posteriores.

5.1.MONTAGEM EXPERIMENTAL

O circuito hidraulico experimental € um sistema para estudo sobre uma rede de condutos
forcados, com monitoramento automatico de pressdes e vaz@es, localizado no laboratério de
Hidraulica Ambiental do Centro de Recursos Hidricos e Ecologia Aplicada (CRHEA). O
sistema completo é composto pela rede de tubulacbes em policloreto de vinila (PVC)
desenvolvida verticalmente, o sistema de alimentacdo e o de aquisicdo de dados, cujo

esquema é apresentado na Figura 6.

O circuito hidraulico é formado por um conjunto de tubulac6es de PVC de 53, 75 e 101 mm
de didmetro interno com comprimento total de 203 m, além de todos os acessorios hidraulicos
necessarios (tés, cotovelos, reducfes e ampliagdes, entre outros). O sistema possui também 37
valvulas (18 valvulas esfera e 19 vélvulas de gaveta) para a modificacdo da topologia do
sistema e o controle de vazdes, aléem de uma véalvula automatica para geracdo de fenémeno
transitorio no sistema, e nove valvulas para saida de vazdo que permitem a modelacdo de

vazamentos nos nos.

Para a alimentag&o do sistema hidraulico é utilizada uma estacdo de bombeamento, com duas
bombas centrifugas em paralelo, de poténcia 1 cv e 5 cv respectivamente, e com uma valvula
de retencdo a jusante delas. O bombeamento se da a partir de um reservatério com nivel de
5m, ao qual também retorna a vazao depois de circular pela rede, constituindo um circuito

fechado.
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Figura 6. Esquema do circuito hidraulico experimental
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5.2.AQUISICAO DE DADOS

A aquisicdo de dados é feita por 15 transdutores de pressdo com escalas de até 100, 200 e
300 psi, precisdo de 0,25% do fundo de escala, e saida em corrente na faixa de 4 a 20 mA.
Para a medicéo de vazdes de saida do circuito pelas valvulas de simulacdo de vazamentos séo
usados 9 medidores tipo hidrdbmetro com sensor eletronico incorporado. Trés medidores
eletromagnéticos de vazdo de 100 mm de didmetro, com escala de 0 a 50 m%h, estdo
localizados nas tubulacbes de entrada, de saida e uma intermediaria. A localizacdo e

nomenclatura dos medidores sdo apresentadas na Figura 7.

Todos o0s sensores estdo ligados a conversores analdgicos para ajustar os diferentes tipos de
sinal que alimentam uma placa de aquisicdo de dados. A placa esta comunicada com um
microcomputador no qual um software especificamente desenvolvido para o projeto permite
controlar a aquisicdo. No software também sao incorporadas as equacdes de calibracdo de
cada um dos sensores e é possivel fazer acompanhamento. E possivel acompanhar os valores
das varidveis adquiridos a partir de cada sensor, com atualizacdo a cada segundo,
graficamente. Para a gravacdo dos dados durante experimentos € possivel escolher os sensores
a serem considerados, a taxa de aquisicdo (entre 1 amostra/minuto e 12000 amostras/minuto),
e o tempo total de aquisicdo (de 1 minuto até 48 horas). Também através do sistema as
bombas e a valvula automatica podem ser acionadas usando o software. Na Figura 8 é

apresentada uma vista da interface visual do software.
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Para a construgéo e teste do sistema de reconhecimento de padrdes foi usada uma base de
dados de exemplos adquiridos junto ao circuito hidraulico experimental. Com os 15 sensores
de pressdo e 3 de vazdo simultaneamente, foram adquiridos exemplos de duas classes: sem
vazamento (SEM) e durante o inicio de um vazamento (COM). No total, para cada um dos 18

Figura 8. Interface do software de aquisi¢cdo de dados

5.3.RESUMO DOS EXPERIMENTOS

sensores conta-se com 620 exemplos, sendo 310 para cada uma das classes.
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Os exemplos da classe SEM correspondem a medicOes durante opera¢do do circuito com
vazdo (Q) permanente, mas ndo igual para todos os exemplos. Foram feitas medicOes
continuas com taxa de 4 amostras/segundo, e posteriormente foram segmentados sinais de
exemplo (ver secdo 6.1), com duragdo de um minuto ou 240 valores cada. O ensaio foi
repetido usando diferentes valores de vazdo no circuito (Q) até conseguir completar 310
exemplos da classe. Na Figura 9 s@o apresentados trés exemplos da classe SEM,

correspondentes a trés diferentes valores de Q.

—Q=2.01s —Q=191/s =2.91/s
30.0 - Q Q Q

29.0 -

28.0
270 VNVNAWMAVMSN MAAAAMN ANAMAMA A AWM WA

26.0

25.0 A

24.0

Pressio em P02 (mca)

23.0 4
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1 11 21 31 41 51 61 71 81 91 101 111 121 131 141 151 161 171 181 191 201 211 221 231
Tempo (amostras)

Figura 9. Trés exemplos de sinais da classe SEM adquiridos com o sensor P02 para trés diferentes vazdes
no circuito (Q).

Por sua vez, os exemplos da classe COM foram adquiridos durante experimentos nos quais

um registro de simulacdo de vazamento (V1 na Figura 7) era aberto rapidamente. Na Figura

10 sdo apresentados trés exemplos da classe COM nos quais € possivel identificar

visualmente a queda de pressdo devida ao vazamento. Salienta-se que essa identificacdo é

dificil para a maior parte dos exemplos.
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Figura 10. Trés exemplos de sinais da classe COM adquiridos com o sensor P02 para trés diferentes
vazdes no circuito (Q) e diferentes magnitudes de vazamento (V).
Para os exemplos COM, mantendo a taxa de 4 amostras/segundo e mediante processo de
segmentacdo foram obtidos 310 sinais de exemplo, com duracdo de 1 minuto ou 240 valores,
cada um deles relativo aos momentos antes, durante e depois da abertura do registro de
simulacédo de vazamento (realizando, para tanto, 310 ensaios). Nos experimentos a vazao do
circuito (Q) foi controlada pela apertura manual da valvula de saida enquanto a magnitude de
vazamento (V) dependeu da apertura do registro para sua simulacdo. Assim, buscou-se que as
vaz0es tanto Q quanto V apresentassem variagdes de um exemplo para outro, para representar
as diferentes condicGes de operacao do circuito. Com base nos valores medidos pelos sensores
foram calculadas as relagdes V/Q resultantes para cada exemplo, cujo resumo para o total dos

310 exemplos apresenta-se na Tabela 2.

Tabela 2. Relagdes V/Q dos exemplos COM

VIQ <3% | 3%- 4% | 4%-5% | 5%- 6% | 6%- 7% | 7%- 8% | 8%- 9% | 9% - 10%[10% - 11%)] > 11%
Quant.de| ), 33 51 39 30 36 29 35 32 15
exemplos
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6. SISTEMA DE RECONHECIMENTO DE PADROES

Segundo foi explicado anteriormente, no presente trabalho o objetivo do processamento dos
sinais de presséo e de vazdo em uma rede sob presséo é a identificacdo de singularidades no

sinal que possam indicar a ocorréncia de um vazamento na rede.

Provavelmente o jeito mais rudimentar de abordar a tarefa seria examinar uma representacao
grafica do sinal e determinar se ha ou ndo uma anormalidade, com base no conhecimento
prévio, capacidade e até intuicdo. Claramente, essa metodologia tem grandes limitagdes, é
praticamente impossivel usa-la para processar uma quantidade importante de informacoes.
Ainda seus resultados serdo diferentes, por exemplo, segundo a pessoa que faz a avaliagéo, a
escala e a forma de representacdo do sinal, dentre muitos outros fatores, fazendo com que
grande quantidade de singularidades seja despercebida e a taxa de falsos alarmes seja grande

demais.

Enfrentando a necessidade de automatizar o processo de reconhecimento das singularidades
no sinal, sdo propostas as metodologias conhecidas como reconhecimento de padrbes, uma
grande area dentro do processamento digital de sinais. O reconhecimento de padrdes é
basicamente o processo de analise automatica de uma entrada (na forma de uma representacao
digital) para relaciona-la com uma categoria de saida. Como €é deduzido do préprio nome, um
sistema de reconhecimento de padrdes visa definir se um sinal de entrada corresponde ou nao
(e com qual chance de acerto) a um padrdo dado. Diversos campos das ciéncias béasicas e da
engenharia fazem uso do reconhecimento de padrdes, aplicando-o0 para o processamento de

imagens, musicas, sinais de voz, imagens diagndsticas e todo tipo de sinais.

Um sistema de reconhecimento de padrdes tem uma estrutura basica que compreende varias
etapas; um novo sinal de entrada pode passar (ou ndo) por processo de segmentagéo, depois
passa pela extracdo de caracteristicas e finalmente é classificado. Segundo indicado na secéo
4.4, a classificacdo é um problema de aprendizado de méaquina supervisionado no qual é
utilizada a informacéo de exemplos acertadamente classificados para possibilitar que um novo
sinal seja atribuido a uma das classes. Portanto a resposta que entrega o sistema € 0 nome da
classe a qual pertence o sinal de entrada dado. Cada uma das etapas, mostradas na Figura 11,

serd brevemente descrita em este documento.
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AQUISICAO f

SISTEMA DE RECONHECIMENTO DE PADROES

Extracdo de
Sinal caracteristica

Entrada _\\/ /\
Segmentagao e Classificagdo

padronizacdo

Figura 11. Esquema basico das etapas de um sistema de reconhecimento de padroes

A construcdo de um sistema de reconhecimento de padrdes é fortemente dependente do tipo
de sinal e do objetivo para o qual foi construido, existindo grande diversidade de
metodologias aplicaveis a cada uma das etapas. Deve ser lembrado que estes sistemas nao
existem isoladamente, mas como parte de procedimentos mais completos que integram a
aquisicdo dos sinais de entrada, e posteriormente o uso das saidas como parte de um sistema

de suporte a deciséo.

Focando o problema em estudo, os sinais de entrada correspondem a pressdes e vazdes
adquiridas no sistema, o processo de segmentacdo visa isolar trechos de curta duragdo, a
extracdo de caracteristicas é aplicada para obter uma representacdo padronizada de cada um, e
um classificador binario define se o sinal pertence a mesma classe dos sinais adquiridos

durante a ocorréncia de um vazamento (COM) ou a dos adquiridos na auséncia deles (SEM).

6.1.SEGMENTACAO E PADRONIZACAO

Pela natureza do sinal coletado, é necessario o processamento de grande quantidade de dados,
e ndo é interessante realizar a analise somente para um sinal de grande comprimento. Por
exemplo, se o sinal for adquirido durante varias horas, ndo é interessante definir somente um
conjunto de valores caracteristicos (extracdo de caracteristicas) que represente todo o
comprimento do sinal porque poderia mascarar as mudangas que aconteceram em algum
momento durante o intervalo de aquisicao e que se deseja sejam reconhecidas. Para solucionar

esse problema sdo propostas as técnicas de segmentacdo (DUDA; HART; STORK, 2001).

De forma geral, as técnicas de segmentacdo permitem modificar um sinal de entrada de

tamanho grande ou que envolve varias repeticdes do fendbmeno a estudar, para obter sinais
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divididos em unidades de anélise mais adequadas, ou segmentos. No caso de sinais temporais
de grande tamanho como o0s de pressdo e vazdo adquiridos, essa segmentacdo pode ser feita
definindo como unidades de andlise intervalos de duracéo curta, o que pode conseguir-se com

a metodologia de janelas deslizantes.

A técnica de janelas deslizantes consiste em definir sucessivamente subconjuntos de dados
consecutivos do sinal (ou equivalentemente intervalos de tempo), sendo que cada novo
subconjunto (ou intervalo) desconsidera os primeiros dados do subconjunto anterior e
incorpora 0s proximos elementos do sinal; desta forma, a segmentacao ¢ feita “percorrendo” o
comprimento total do sinal, extraindo a quantidade necessaria de segmentos ou subconjuntos
de tamanho fixo, ficando assim explicado o termo de janela deslizante. As etapas do sistema

de reconhecimento de padrdes podem entdo ser aplicadas a cada subconjunto ou segmento.

O uso da janela deslizante como técnica para segmentacdo tem diferentes variagdes, entre elas
a “forma da janela”, ou a fungdo pela qual sdo lidos os dados do sinal para construir cada
segmento. O tipo de janela mais simples é a janela retangular, que pode ser representado

como:
Xi=5j

_ {1 sem € [posicao;, posicao; + N]
™ L0 em outro caso

Sendo S = Sinal original, tamanho M
Xi = i-ésimo segmento extraido do sinal original, tamanho N (N< M)
posicao; = posicao do inicio do i-ésimo segmento no sinal S
m=12.. M
i=1,2..T; T=numero de segmentos de tamanho N que podem ser extraidos de X

Segundo os objetivos da analise, as propriedades do sinal e das outras etapas do sistema de
reconhecimento, os efeitos de borda produzidos ao restringir as analises a um conjunto finito e
curto de dados podem ser importantes. Para diminuir esse efeito indesejavel cada subconjunto
pode ser constituido por dados extraidos com fungdes j mais complexas do que a funcdo
retangular antes descrita, por exemplo, curvas Gaussianas ou outras com fatores tendendo a
zero nos extremos. Para a analise dos sinais de pressao e vazao na rede, usando o conjunto de

caracteristicas apresentado na se¢do seguinte, é estimado desnecessario 0 uso de janelas com
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formas complexas. Portanto, é definido o uso da janela retangular como a metodologia de
segmentacéo para todos os casos analisados.

O tamanho de segmentos mais conveniente pode variar muito de um para outro problema e
ndo existem regras definidas para a sua escolha. Atendendo as necessidades especificas dos
dados adquiridos experimentalmente, foi definido usar segmentos com 240 pontos, 0 que
significa duracdo de 1 minuto com taxa de amostragem de 4 amostras/segundo. A técnica foi
adaptada as condicdes de execucdo dos ensaios, de forma a garantir a adequada distincao
entre segmentos relativos as classes COM e SEM. Cada um dos segmentos sera considerado
nas andlises seguintes como um exemplo isolado, passando a usar o termo sinal para cada um

dos segmentos extraidos do sinal adquirido.

Os valores de pressdo e vazdo medidos sdo dependentes das condicBes do circuito: nivel no
reservatorio, operacdo das bombas, vazéao no circuito e, no caso dos exemplos COM, da vazao
de saida pelo vazamento. E necessario entdo considerar um dos problemas basicos para o
correto funcionamento de um sistema de reconhecimento de padrfes: a generaliza¢do. Sendo
que o objetivo é identificar se um novo sinal adquirido inclui ou ndo o inicio de um
vazamento, o projeto do sistema ndo pode ser dependente de algumas condi¢des no circuito, e
sim ser capaz de fornecer resultados satisfatorios com sinais adquiridos sob uma nova

condicdo, isto é, ter capacidade de generalizacgao.

As diferencas nas grandezas medidas ndo estdo relacionadas com o fenbmeno que queremos

reconhecer, 0 vazamento. Assim, visando a capacidade de generalizacdo do sistema de

reconhecimento, essas diferencas podem ser desconsideradas. Para tanto, todos os sinais

utilizados (depois do processo de segmentacdo) sdo padronizados, segundo a expressao
seguinte:

yi—Yy
X =——=
|y|max -y

Sendo X = {Xy, X2... xn} = Sinal padronizado de tamanho N
Y ={y1, Y2... yn} = Sinal sem padronizar de tamanho N
¥ = media do sinal sem padronizar

|V | max = Maximo valor absoluto dos elementos do sinal sem padronizar
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6.2.EXTRACAO DE CARACTERISTICAS

Cada um dos sinais usados na pesquisa € representado por um vetor de 240 valores
sequenciais de pressdo ou vazao, que podem estar afetados por ruido, variacdes originadas na
medicdo, transmissdo, ou ainda por fendmenos fisicos como micro turbuléncias. Pela
conformacdo dos exemplos, o tamanho de todos eles € igual, mas em condi¢cbes menos
controladas sdo comuns sinais com diferentes duragfes ou taxa de amostragem, dados
faltantes ou valores errados que precisam ser desconsiderados, de forma que o sinal ou vetor

de entrada comumente tem tamanho variavel e grande.

Assim, a andlise dos valores brutos do sinal adquirido pode ser prejudicada pela presenca de
perturbacdes, a variabilidade no tamanho dos sinais, e 0 alto custo computacional da analise
com séries longas. Em resposta a esses problemas, diversas metodologias de processamento
de sinais fazem uso da extracdo de caracteristicas. A extracdo de caracteristicas permite
analisar, ao invés do grande vetor de valores do sinal, caracteristicas que dele derivam e que
podem ser representadas em um vetor muito menor, que ainda mantenha a capacidade de

distinguir a classe a que um exemplo pertence.

Para maior clareza no conceito de extracdo de caracteristicas, e a maneira de exemplo, na
Figura 12 apresentam-se dois sinais de pressdo de 1 minuto ou 240 pontos adquiridos, cada
um pertencendo a uma classe diferente (SEM e COM). E importante salientar que a diferenca
na ordem de grandeza desses sinais é devida a diferenga na vazao no sistema durante a sua
aquisicdo. J& uma diferenca no formato (ou comportamento) que permita uma identificacdo
visual do inicio de um vazamento ndo é clara a partir desses sinais diretamente. Depois de
normalizar os valores das séries, as quatro caracteristicas consideradas foram extraidas desses
dois sinais de exemplo, formando para cada um deles um vetor de sete elementos?, cujos

valores estdo nos eixos verticais da Figura 13.

Ao comparar os valores das caracteristicas resultantes € possivel identificar uma diferenca
entre 0 exemplo COM e SEM de forma mais convincente que comparando Sseus
comportamentos na Figura 12. Claramente, no presente trabalho de pesquisa, a comparagédo
ndo é feita s6 com dois sinais, como no exemplo anterior, € sim com todos os dados

adquiridos, obtendo os resultados apresentados na se¢ao correspondente.

2 . , ~ . , . .
Os valores das caracteristicas extraidas sdo vetores de um ou mais elementos, é por isso que ao extrair as
quatro caracteristicas (explicadas na se¢do 6.2) o resultado é um vetor de sete elementos.
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Figura 12 Exemplo de dois sinais de pressao Figura 13 Caracteristicas extraidas dos dois sinais de

adquiridos. presséo.

Existe uma grande diversidade de caracteristicas que podem representar o sinal, que podem
ser julgadas mais ou menos importantes, considerando o tipo de sinal e os objetivos da
andlise. Para identificar quais as caracteristicas que melhor poderiam ser adaptadas ao sistema
de reconhecimento de padrbes para deteccdo de vazamentos, foi explorada a extracdo de
quatro tipos de caracteristicas diferentes e avaliados os resultados de sistemas construidos a

partir de cada uma, e de sua associagéo.
6.2.1. Energia (ENE)

A energia de um sinal temporal discreto € uma medida do grau de distanciamento dos valores

com relacdo a sua média, e é definida como:

N
ENE = Z x;2
i=1

Sendo X = {Xi, Xz... xn} = Sinal de tamanho N
ENE = Energia do sinal x

Para cada um dos sinais é obtido um valor de energia total. Teoricamente para o sinal

padronizado onde X; € [-1,1] o valor de energia deve cumprir ENE < N.
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6.2.2. Entropia (ENT)

A entropia é fundamentalmente uma medida da aleatoriedade ou imprevisibilidade nos
valores de uma sequéncia de pontos de uma distribuicdo discreta, originariamente apresentado
por Claude Shannon como parte fundamental da Teoria da Informagéo. Além de outras areas,
0 processamento de sinais faz uso do conceito de entropia como medida da “desorganizagio
de um sistema”, e € também uma medida da dispers&o das informacdes contidas num vetor. A
expressao de entropia aplicada a um vetor N-dimensional, como neste trabalho, é definida
como segue (ADDISON, 2002):

N
ENT = —Z PilogzPl-
i=1

Sendo X = {Xq, Xo... xn} = Sinal de tamanho N
ENT = entropia do sinal X
Pi = energia normalizada do componente x; do sinal

Com a expressdo anterior, e considerando cada um dos sinais exemplo como o vetor X, é

calculado um valor de entropia para cada sinal.

Se a grandeza dos valores do sinal seguisse uma distribuicdo uniforme o valor da entropia
seria determinado somente pelo tamanho do vetor. O valor minimo da entropia se apresentaria
no caso hipotético de somente um elemento do vetor ser diferente de 0. Assim, e lembrando
que os sinais adquiridos sdo padronizados de forma a ter valores xi e [-1,1], o valor da

entropia calculado sera necessariamente ENT < 7.9.
6.2.3. Numero de cruzamentos por zero (NCZ)

O namero de cruzamentos por zero, como o préprio nome indica, nada mais € que a contagem
do namero de ocorréncias de um elemento positivo aparecer imediatamente depois de um

elemento negativo, ou um negativo depois de um positivo.
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N
NCZ = Zl(xi Xioq < 0)
i=2

Sendo X = {Xi, X»... xn} = Sinal de tamanho N
NCZ = Numero de cruzamentos por zero do sinal X
I(s) = 1 se s = Verdadeiro
I(s) =0 ses=Falso

Lembrando que os sinais sdo padronizados, a caracteristica de nimero de cruzamentos por
zero é uma medida da frequéncia de oscilacbes ao redor da média. Comumente o ruido no
sinal aparece como oscilagfes de alta frequéncia gerando, portanto, valores altos no nimero
de cruzamentos por zero. Assim, quanto maior seja a influéncia do ruido no comportamento
do sinal, maiores serdo os valores de NCZ. O resultado para cada sinal é uma quantidade

discreta entre 1 e N-1.
6.2.4. Distribuicdo da energia na decomposicédo wavelet (EDW)

Na secdo 4.2 foram apresentados os conceitos basicos relativos a transformada wavelet. Ao
executar a decomposicdo wavelet discreta, o sinal original é representado por dois novos
componentes ou vetores de coeficientes ordenados no tempo, e correspondentes as
frequéncias baixas (aproximacdo) ou a frequéncias altas (detalhes), respetivamente. O
processo continua iterativamente até o nivel escolhido, dividindo sucessivamente a
componente de aproximagdo do nivel anterior em duas novas componentes. Como resultado,
decompondo até o nivel m o sinal fica representado por um vetor de coeficientes da
aproximacao, e m vetores de coeficientes dos detalhes, completando em total m+1 vetores ou

componentes.

Para analisar os resultados da decomposicdo wavelet estuda-se em qual das componentes esta
concentrada mais ou menos informacgédo, o que pode ser medido com os valores da energia
definida anteriormente (6.2.1). E calculado o valor da energia correspondente a cada um dos
componentes resultantes da decomposicéo, e expresso como percentagem da energia total dos
m+1 componentes. A caracteristica de distribuicdo da energia nas componentes da
decomposicdo wavelet (EDW) do sinal corresponde ao vetor de valores resultante, composto
de m+1 numeros reais de 0 até 100.
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6.3.CLASSIFICADOR

O classificador € a componente do sistema de reconhecimento de padrdes através do qual séo
analisadas as caracteristicas extraidas e é definida a resposta, que neste trabalho é a classe
(COM ou SEM) a que o sinal apresentado pertence. A construcdo do classificador (chamada
de treinamento em alguns casos) consiste da definicdo dos padrfes das classes analisadas, o
método de comparacdo do novo sinal com eles e a designacgdo da classe. Os classificadores
considerados estdo baseados em aprendizado supervisionado, portanto sua construcdo é
baseada em exemplos classificados, isto €, o conjunto de sinais da classe COM e o da classe
SEM. O objetivo do classificador é alocar todo sinal novo & classe adequada, mas € realmente
dificil que com o algoritmo consiga-se definir exatamente essa resposta, e em geral é avaliada
a probabilidade do sinal pertencer a cada uma das classes para depois relaciona-lo a classe
mais provavel (DUDA; HART; STORK, 2001).

A representacdo dos sinais pela extracdo de caracteristicas permite a aplicacdo de grande
quantidade de metodologias de classificacdo cuja conceituagdo e desenvolvimento
independem da natureza dos sinais. Com o objetivo de avaliar a utilidade de diferentes
classificadores dentro do sistema de reconhecimento de padrdes para deteccdo de vazamentos,
varios tipos de metodologias foram aplicados. A seguir sdo apresentados 0s conceitos basicos
de cada um desses classificadores, e os resultados da sua implementagdo séo avaliados
segundo indicado em 6.4 e discutidos em 7.4.

6.3.1. Vizinhos mais proximos

O algoritmo dos k vizinhos mais proximos (KNN do inglés K Nearest Neigbour) €
considerado o mais simples de todos os algoritmos de aprendizado de maquina (FACELI et
al., 2011). E um classificador linear de uso expandido, que é subGtimo ja que conduz a taxas
de erro maiores que o minimo possivel teoricamente (THEODORIDIS; KOUTROUMBAS,
1999). A ideia fundamental do algoritmo é que os elementos de uma mesma classe devem ter
valores das caracteristicas semelhantes em comparacdo com o0s elementos de classes

diferentes.

Na apresentacdo do algoritmo KNN e de muitos outros dos classificadores é importante o
conceito do espaco de caracteristicas (feature space) ou espaco de entrada. O espaco de

entrada é um espaco V-dimensional definido pelos V atributos extraidos dos sinais. Cada um
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dos sinais de exemplo adquiridos, representado pelo seu vetor de caracteristicas de tamanho
V, pode entdo ser visto como um ponto no espaco de entrada, ou um vetor desde a origem até
esse ponto, e que tem associada a sua classe ja conhecida (BEALE; JACKSON, 2010). Na
Figura 14 ¢é apresentado um exemplo de espaco de entradas usando vetores de caracteristicas
de dimenséo trés (CAR.1, CAR.2, CAR.3) para elementos pertencentes a duas classes (A e
B).

— CLASSE

120

80

CAR.3

100 2 CAR. 2

Figura 14. Espaco de entrada para elementos de dimensdo trés pertencentes a duas classes

O algoritmo KNN ¢ do tipo lazy, baseado em memdria ou preguicoso, ao ndo criar uma
representacdo compacta ou modelo dos objetos, dado que n&o contempla nenhum
processamento anterior a entrada de um novo elemento a ser classificado. Assim, o
treinamento do classificador consiste simplesmente em memorizar todos os exemplos. Os

passos basicos do algoritmo para classificacdo sao:

e Escolher os k elementos (vetores) mais proximos, quer dizer com menor distancia de
Xo, independentemente da classe a que pertencem. A definicdo do melhor valor de K é
abordada na segéo 7.2.

A determinacéo da distancia entre o novo elemento (Xo) e os demais elementos (x;), no
espaco de entrada, pode ser obtida usando a distancia de Mahalanobis, Minkowski,
Manhattan, Chebyshev ou, muito mais comumente, a distancia Euclidiana definida

Como seqgue:
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14
d(xo5) = | (x0" =)
v=1

Sendo d(x, x;) = Distancia entre os vetores Xo € X
Xo, Xj = Vetor de entrada y um dos de exemplo, respetivamente. Tamanho V

xo", x;V = valor dos vetores X, € X; ha coordenada v

e Dentre os k elementos de exemplo escolhidos, identificar quantos deles correspondem

a cada uma das classes.

e Alocar o elemento novo Xp a classe correspondente a maior quantidade dos k
exemplos, ou a moda das classes dos vizinhos mais proximos. Variagdes do algoritmo
podem incorporar uma ponderacdo para a classe de cada k exemplo dependente da sua

distancia.

Segundo o algoritmo KNN, como todos os classificadores baseados em distancia, a escala dos
valores é um fator muito importante. Por exemplo, dentre as caracteristicas apresentadas na
secdo 6.2 algumas estdo na faixa de 1 até 100 enquanto outras sdo sempre menores do que 10.
Considerando que uma distancia proporcionalmente pequena na coordenada WDE teria uma
importancia muito maior que uma distancia proporcionalmente alta na coordenada ENT, para
evitar essa assimetria, os valores das caracteristicas sdao padronizados antes de executar o
algoritmo de classificacdo. A padronizacdo é realizada para que todas as caracteristicas
figuem expressas no intervalo de 0 até 1, segundo:

x:%—%

! bi — a;

Sendo y ={y1, V2... ym} = vetor de caracteristicas sem padronizar
X = {X1, X2... XM} = vetor de caracteristicas padronizado

ai, bi = limites inferior e superior, respectivamente, dos valores possiveis para a i-

ésima caracteristica no vetory, parai =1, 2... M
6.3.2. Arvore de decisdo

As arvores de decisdo sdo sistemas de classificacdo (ou de regressdo em outros casos)

baseados na avaliacdo sequencial dos valores das caracteristicas de um novo elemento, até
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chegar finalmente a uma classe na qual o elemento possa ser alocado. A defini¢do das regras
sequenciais que constituem uma arvore de decisdo corresponde com a divisdo sucessiva do
espaco de entrada (secdo 6.3.1) em regides nao intersectadas menores que correspondem as
diferentes classes. Essa divisdo é feita normalmente com hiperplanos de lados paralelos aos
eixos, isto quer dizer que cada uma das regras para a divisdo corresponde a uma pergunta
binéria relativa a uma caracteristica, do tipo “é a caracteristica C menor que o valor Y?”.
Existem também outros tipos de funcdes mais complexas, mas sua aplicacdo pratica € menos

comum.

Uma &rvore de decisdo é constituida por um conjunto de nés ordenados, a partir de um unico
no6 de decisdo, que desempenham uma sequéncia de testes. Cada né de decisdo estd unido a
outros dois nos, relativos as respostas para o teste, e as unides com eles sdo excludentes, pois
s0 uma delas pode ser seguida. Os nos posteriores podem ser também de decisdo com a
mesma estrutura anterior, ou nés de folha. Os nds de folha correspondem diretamente a uma
classe. Um esquema de uma arvore de decisdo para as duas classes COM e SEM com um
vetor de caracteristicas de tamanho quatro é apresentado na Figura 15. A arvore pode ser
representada também como um conjunto de regras, cada regra comecando no mesmo né
inicial, mas continuando por diferentes percursos até uma folha diferente.
<= 61A> 61

<=23.216 > 23.216 > 65

~ .
s aistoz0 s
/<= 12.573 > 12.573 /<= 20.215 > 20.215\
s60 saaono Aoono

<= 28.877 > 28.877

i .
;14.467034 > 14.46703{
A Qo) 800

Figura 15. Exemplo de arvore de decisdo para duas classes, com quatro caracteristicas.

O processo de treinamento do classificador consiste na definicdo dos nds e sua sequéncia
baseada no conjunto de exemplos classificados, 0 que equivale a divisdo do espaco de

entrada. A classificacdo de um novo elemento consiste na busca sequencial da regido no
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espaco a que ele corresponde. Para tanto, seus valores sdo submetidos a sequéncia de testes da
arvore de decisdo até chegar a um né folha.

As arvores de decisdo tém como vantagem fornecer um modelo inteligivel do processo de
classificacdo, que auxilia na definicdo das caracteristicas mais importantes para a distin¢do
entre classes ou ainda na avaliacdo da definicdo das classes. Adicionalmente € possivel
analisar o processo de classificagdo de um elemento ou instancia particular, acompanhando
seu percurso pelos nds da arvore até um né de folha. Seu uso € mais comum em problemas
com varias classes, e para problemas com poucas caracteristicas torna-se menos interessante.
Existem diversos algoritmos para a definicdo de arvores de deciséo, no trabalho foi utilizado o
C4.5 (QUINLAN, 1993), segundo o qual o ordenamento das regras € feito considerando a

entropia.

6.3.3. Regras de Decisao

Analogamente ao descrito para as arvores de decisdo, os classificadores baseados em regras
também podem ser interpretados como a divisdo do espago de entrada em regides, cada uma
referida a uma Unica classe. Mas diferentemente das arvores, as regras de decisdo nao
correspondem com um processo de recursivo de divisdo, e sim uma divisdo direta. Assim,
cada regra cobre uma regido ou subconjunto de exemplos, e para classificar um novo
elemento todas as regras sao avaliadas para definir em qual a regido e, portanto, a classe a
qual pertence. As regras podem ser ordenadas ou ndo; no primeiro caso, (ordenadas) para
cada elemento novo, as regras sdo avaliadas numa ordem pré-definida até que alguma delas
seja cumprida. No segundo caso (ndo ordenadas), todas as regras sdo avaliadas e coletadas as
que sdo cumpridas; se elas se referem a mesma classe, a classificacdo chega ao fim, mas se
foram cumpridas regras relativas a diferentes classes um processo adicional de avaliagdo da

classe mais provavel deve ser realizado.

Uma variacdo interessante da classificacdo com regras de decisdo € o algoritmo de uma Unica
regra (IR ou OneR, do inglés One Rule), apresentado por Holte (1993). Através da
experimentacdo com diversas bases de dados foi comprovado que 0 mesmo desempenho dos
classificadores comuns, como as arvores de decisdo, pode ser atingido também com um
algoritmo muito mais simples baseado numa Unica regra, que pode ser entendida como uma
arvore de decisdo para um unico atributo. Para cada qual dos atributos, a faixa total de valores

é dividida em uma quantidade finita de intervalos dentro dos quais estejam contidos pelo
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menos um numero pre-determinado de elementos da mesma classe (6 elementos, comumente)
e 0 minimo de elementos de outras classes. O algoritmo cria entdo um conjunto de regras
relativo a cada atributo independentemente, segundo os intervalos definidos, e cada uma das
regras € avaliada e calculada a taxa de erro correspondente. O conjunto de regras do atributo
que apresentar 0 menor erro serd o Unico utilizado, descartando totalmente os outros. Se usado
um vetor de caracteristicas de um Unico elemento, o conceito basico é igual para o 1R e a
arvore de decisdo, sendo diferente s6 o algoritmo usado para a defini¢do das regras, que gera

resultados diferentes.
6.3.4. Naive Bayes

Uma aproximacdo interessante para o problema da classificacdo é a baseada na natureza
estatistica das caracteristicas extraidas, colocando o problema em termos de probabilidade e
supondo que parametros das distribuicGes que regem essas probabilidades podem ser
conhecidos. O principal classificador probabilistico € o Naive-Bayes, baseado na teorema de
Bayes de deciséo.

A idéia central do classificador probabilistico é decidir a classe que tenha a maior
probabilidade de representar um novo sinal analisado, usando os padrdes estabelecidos para
cada classe predefinida através da analise de exemplos classificados. Estas técnicas estéo
baseadas na quantificacio do melhor resultado entre varias possiveis decisdes de
classificacdo, usando a probabilidade e os custos associados a cada deciséo.

A regra de decisdo de Bayes para a classificacdo de um elemento (no caso, um vetor de
caracteristicas) é definida a partir da minimizacao da probabilidade de erro na classificacéo, e

pode ser definida como segue.
Dado X, a classe escolhida para ele é:
w; se P(w;lx) > P(lex) paratodoj # i
Sendo: x = 0 elemento a ser classificado (vetor de caracteristicas)
w = conjunto de classes, definido com antecedéncia, de tamanho N
P(wj|x) = Probabilidade a posteriori, ou probabilidade da classe w; dado x

A probabilidade a posteriori esta definida pela expressao a sequir (férmula de Bayes):
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P(lex) — P(ngigdwj)

Sendo: P(w;) = Probabilidade a priori da classe w;

p(x|w;) = Probabilidade condicional. Expressa a fungdo de densidade de

probabilidade de x dada a classe w;

p(x) = Funcéo de densidade de probabilidade de x. Pode ser visto como um fator de

escala que garante que a soma das probabilidades posteriores seja 1. E definida como:

N

p() = Y pxlw;)P(w)

j=1

A probabilidade a priori de cada classe deve ser definida para o problema ao qual se aplica,
por exemplo, segundo a frequéncia relativa de cada classe no conjunto de exemplos,
assumindo distribuicdo uniforme das classes ou adotando valores diferentes segundo
conhecimento adquirido sobre a ocorréncia das classes no fendmeno real. Nas anélises
seguintes foi utilizada a probabilidade a priori de P(COM) = P(SEM) = 0.5

Para o célculo da probabilidade condicional € necessario definir uma funcéo de densidade de
probabilidade que ajuste os exemplos. Rotineiramente é assumida a distribuicdo normal com
média e desvio padrao calculados a partir do conjunto de exemplos de cada classe, P(x|w;) =
N(x,0,). Outros tipos de distribuicdo também podem ser usados na procura de um melhor

ajuste aos exemplos.

Como a funcdo de densidade de probabilidade p(x) é igual para todas as classes, e no
classificador a decisdo é tomada segundo a comparacdo de probabilidades a posteriori de
diferentes classes e ndo segundo seus valores absolutos, o calculo de p(x) pode ser

negligenciado.
6.3.5. Maquina de vetores de suporte

As maquinas de vetores de suporte (SVM, do inglés Support Vector Machine) sdo sistemas de
aprendizado que podem realizar tarefas de classificagdo, usam um espaco de atributos de
grande dimensé&o, e séo treinadas com um algoritmo de aprendizado baseado em otimizacdo e
na teoria de aprendizado estatistico (TAE) (FACELI et al., 2011). Para alguns autores as SVM
séo casos particulares de Redes Neurais Artificiais (REZENDE, 2003).
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De maneira geral, as SVM transformam o conjunto de treinamento do espaco de entradas
(cuja dimensionalidade é igual ao tamanho do vetor de caracteristicas usado) para um novo
espaco de maior dimensdo denominado espaco de atributos (que ndo é mais gerado pelas
caracteristicas extraidas como € o espaco de entrada). Uma vez no espaco transformado as
classes devem tornar-se linearmente separdveis, sendo possivel definir um hiperplano que
divida as classes. Esses hiperplanos de divisdo sdo achados usando uma SVM linear,
salientando que a funcdo obtida serd linear s6 no espago transformado, mas néo

necessariamente linear no espacgo de entrada.

As funcdes de mapeamento ou transformagdo para o espaco de dimensdo maior podem ser
lineares (para problemas com classes linearmente independentes no espaco de entrada),
polinomiais, gaussianas, radiais ou outras, e sua escolha deve ser analisada para cada
problema. Entretanto, a dimensionalidade do espaco obtido pode ser arbitrariamente grande,
normalmente limitada pelo custo computacional. A escolha dos hiperplanos de separacdo
6timos no novo espaco € o resultado do treinamento de uma SVM; para esses fins o
hiperplano 6timo é aquele que tem a maior distancia ou margem em relacéo aos elementos de
exemplos mais proximos. Assim, o treinamento envolve a solucdo de um problema de
otimizagdo quadratico para maximizar essa margem ou distancia. Os elementos mais
préximos, que conservam a mesma distancia (minima) do hiperplano de separagdo, sdo de
particular interesse e chamados de vetores de suporte. A definicdo anterior do hiperplano
6timo conduz a melhor capacidade de generalizacdo da SVM, uma das suas principais
vantagens. Porém, a sensibilidade aos valores escolhidos para os parametros e a criacdo de um
modelo ndo interpretavel sdo desvantagens a serem consideradas (DUDA; HART; STORK,
2001). Depois do processo de treinamento, um novo elemento que ingressa & SVM sera

comparado com os limites dos hiperplanos achados para decidir a classe a qual sera atribuido.

6.3.6. Rede Neural Artificial de Func¢des de Base Radial

O termo Rede Neural Artificial (RNA, ou ANN do inglés Artificial Neural Network) refere-se
a grande quantidade de modelos matematicos estruturados na forma de unidades de
processamento simples (neurdnios) densamente interligados, nos quais o0 armazenamento e
processamento da informacdo sdo feitos de maneira paralela e distribuida. Além de muitas
outras aplicagdes, as RNA podem ser utilizadas como classificadores. No modelo, as unidades
ou neurdnios estdo organizados em camadas de processamento sequenciais, sendo que o vetor

de caracteristicas fornece a entrada para a primeira camada e um valor referente a classe é a
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saida da dltima camada. Cada neurdnio executa uma funcdo usando um ou mais valores de
entrada afetados por pesos que ponderam a entrada recebida, e produz um valor de saida que
podera ser usado como entrada na camada seguinte. O treinamento da RNA como
classificador, aplicando aprendizado supervisionado, consiste no seu ajuste para que
reproduza com um erro minimo as saidas conhecidas (classes), dadas as entradas de exemplo
(vetores de caracteristicas). Posteriormente, a RNA devera prever a saida (classe) de qualquer

entrada nova.

As RNA de funcbes de base radial (FBR) sdo redes supervisionadas caracterizadas pelo tipo
de funcdes usadas na camada intermediaria, sua arquitetura basica é apresentada na Figura 16.
Cada neurdnio é determinado por uma funcao ndo linear da distancia euclidiana entre o vetor
de entrada e um centro predefinido (vetor de referéncia), sendo funcdes localizadas e que
apresentam base radial sobre seu dominio (CASTRO; CASTRO, [s.d.]). Por ser de dominio
localizado, para cada vetor de entrada s6 algumas unidades apresentas saidas significativas, o
que € ajustado dentro do processo de treinamento. Essas fun¢Ges podem ter vérias formas,

sendo a mais comum a gaussiana:

o —AiSt(X,W )b

Sendo X = vetor de entrada
Wi = vetor de referéncia ou centro do neurdnio i
b = fator de dispersdo da funcéo

A camada posterior realiza uma combinacdo linear das saidas das funcdes de base radial,
usando outro vetor de pesos, para gerar a saida. As saidas produzidas pela combinacao linear
podem ter qualquer valor dentro da faixa estabelecida pela funcdo de ativacdo usada no
neurdnio de saida, comumente uma funcdo logistica. Assim, para um classificador binario
uma das classes pode corresponder a -1, a outra classe a 1, e as respostas do classificador para
uma nova entrada serdo um numero intermedidrio. A classe escolhida em cada caso sera
aquela cujo valor de saida estabelecido esteja mais proximo do valor calculado pelo

classificador para o vetor de entrada.
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Figura 16. Esquema de rede de Func¢es de Base Radial

6.4. AVALIACAO DO PROCESSO

Um “bom” sistema de reconhecimento de padrdes, neste trabalho, sera aquele que ao receber
um novo sinal produzira a sua classificacdo corretamente, mas para avaliar qudo “bom” ¢ o
sistema ndo € valido usar um juizo apreciativo. Para qualquer andlise cientifica o desempenho
deve ser testado e quantificado com metodologias apropriadas. A seguir, as metodologias
usadas neste trabalho séo brevemente apresentadas.

6.4.1. Validacao cruzada (k-fold cross validation)

Uma das propriedades importantes de um sistema de reconhecimento de padrbes € a sua
capacidade de generalizagdo, isto €, a capacidade de fornecer respostas certas para entradas
diferentes daquelas usadas no processo de treinamento. Assim, para avaliar o desempenho é
necessario fornecer um conjunto de entradas ao sistema para analisar sua resposta em
comparagdo com as respostas certas previamente conhecidas, mas garantindo que essas
informacdes ndo tenham feito parte do treinamento. Adicionalmente, existe interesse em

evitar que a escolha desse conjunto de entradas para teste influa na avaliacao.
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Assim, uma metodologia amplamente utilizada é a validacdo cruzada (k-fold cross validation)
segundo a qual o conjunto total de exemplos é dividido em k partes de aproximadamente igual
tamanho, sendo k-1 deles destinados ao processo de treinamento e 1 deles a realizacdo de
testes. Portanto, o sistema € treinado com k-1 partes e testado com a parte restante,
produzindo os indicadores de desempenho de interesse. Posteriormente, 0 processo € repetido
escolhendo outra das partes para teste e as restantes k-1 para treinamento, e assim segue até
ter usado todas as k partes para teste uma vez. O desempenho sera entdo calculado como a
média dos k valores dos indicadores obtidos nas iteracbes. Na divisdo do conjunto de
exemplos procura-se que cada parte seja formada por exemplos das diferentes classes na

mesma proporcao que elas se apresentam no conjunto total.

Em todas as andlises da secdo 7 foi utilizada a metodologia antes descrita para validacéo
cruzada, com 10 partes, cada uma composta por exemplos das classes COM e SEM na mesma

quantidade.

6.4.2. Matriz de confusao

Em problemas de classificacdo, particularmente binarios, € muito util construir a chamada
Matriz de Confusdo, em que os resultados de todos os testes sdo classificados considerando
qual a classe correta (linhas) e qual a classe prevista pelo sistema (colunas), como a mostrada
na Tabela 3. Normalmente ao falar do problema binério refere-se uma classe como positiva e
a outra como negativa, no presente trabalho a classe “positiva” ¢ a referente ao vazamento,

COM, enguanto a classe negativa é a referente a auséncia de vazamento, SEM.

Assim, formam-se quatro categorias: Verdadeiros COM (VC, exemplos COM classificados
corretamente), Falsos COM (FC, exemplos SEM classificados como COM), Verdadeiros
SEM (VS, exemplos SEM classificados corretamente) e Falsos SEM (exemplos COM

classificados errado), sendo que VC+FC+VS+FS = N, numero total de sinais de teste.

Tabela 3. Esquema da matriz de confuséo

Classe Obtida

g COM | SEM
@ 8| com | vC S
2] S
S 2| SEm FC VS
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Para um sistema de reconhecimento ideal, tanto FS quanto FC devem ser iguais a zero,

enquanto VC e VS devem ter valor de N/2 (dado que, neste trabalho, na validagdo cruzada é

garantido que cada conjunto de teste tenha a mesma quantidade de exemplos de cada classe).

Inicialmente, a matriz de confusdo alerta sobre resultados tendenciosos quando had grande

assimetria, mas a sua maior utilidade esta no célculo de indicadores de desempenho como 0s
apresentados a seguir (FACELI et al., 2011).

Taxa de acerto: Indica o nivel geral de acuracia do sistema, contabilizando todos 0s
exemplos classificados acertadamente.
VC+VS
N
Taxa de erro: Complemento da taxa de acerto, a taxa de erro é uma medida dos erros
cometidos nas duas classes.

FC+FS

N =1—Taxa de Acerto

Sensibilidade ou Taxa de verdadeiros positivos: Fracdo dos exemplos que

verdadeiramente sdo da classe COM e que foram classificados acertadamente.

|48
VC +FS

Taxa de falsos positivos: Proporcdo dos exemplos que verdadeiramente sdo da classe

SEM, mas foram classificados como COM.

FC
VS + FC

Especificidade: Fracdo dos exemplos que verdadeiramente sdo da classe SEM e que

foram classificados acertadamente.

Vs
VC +FS

Precisdo: Proporgdo dos exemplos classificados como COM que verdadeiramente

pertencem a essa classe.

|44
VC + FC
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6.4.3. Curva ROC

A curva ROC (receiver operating characteristic) ¢ amplamente utilizada como uma
representacdo grafica do desempenho de classificadores binarios. No espaco de curvas ROC
(espaco ROC), como apresentado na Figura 17, o eixo horizontal corresponde a taxa de falsos
positivos ou FC (relativo a probabilidade de falsos alarmes), enquanto o eixo vertical
corresponde a taxa de verdadeiros positivos ou VC (probabilidade de acerto na deteccéo).
Assim, o desempenho de um classificador ao final de um conjunto de testes (isto €, os valores
de VC, VS, FC e FS resultantes) é representado como um ponto na curva ROC. Assim, 0
ponto (0,1) corresponde a um classificador ideal, que obteve classe igual a verdadeira para
todos os exemplos. O ponto (0,0) corresponde a um classificador que sempre entrega a classe
negativa (SEM), enquanto no ponto (1,1) um classificador produz sempre a classe positiva
(COM) como resposta. A diagonal que representa VC = FC corresponde a classificadores que

entregam respostas aleatorias.
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Figura 17. Exemplo curva ROC

Face ao exposto, ao analisar no espaco ROC o desempenho de dois classificadores, aquele
que apresentar menor valor no eixo x e maior no y, serd melhor que o outro. Uma forma
muito mais robusta de fazer esse tipo de analise é o calculo da area abaixo da curva ROC
correspondente a cada classificador. Na definicdo de uma curva ROC é considerado que 0s
indicadores de desempenho do classificador mudam ao mudarem os pardmetros para deciséo
da classe, isto é, a forma como cada algoritmo de classificagdo processa uma saida

(probabilidade calculada no classificador NaiveBayes, ou valor resultante do neurdnio de
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saida nas RNA-FBR, por exemplo) para prever uma das duas classes possiveis. Cada
classificador fica assim representado por uma curva, sendo que para o classificador ideal a

curva seria a linha (0,0)(0,1)(1,1) e para o classificador aleatorio a linha (0,0)(1,1).

Um indicador de interesse sobre o desempenho de um classificador € a area abaixo da sua
curva ROC (AAC). Assim, quanto mais proximo de 1 for o valor, melhor serd o desempenho
geral do classificador, enquanto um valor de 0.5 na AAC corresponde com o desempenho de

um classificador aleatorio.

6.5.IMPLEMENTACAO DO SISTEMA DE RECONHECIMENTO DE
PADROES

O processamento das informagfes desde sua aquisi¢do junto ao circuito experimental até a
obtencdo dos resultados contempla varias etapas e para elas, como parte do presente trabalho,
foram desenvolvidas e utilizadas diferentes ferramentas computacionais. O processamento foi
realizado em blocos, completando cada etapa com todos os sinais de exemplo antes de seguir
para a seguinte etapa. Porém, as metodologias utilizadas poderiam ser implementadas

sequencialmente para cada sinal, fazendo mudancas nas rotinas.

A aquisicdo dos sinais foi feita a través do software integrado ao sistema de aquisicdo (secdo
5.2), obtendo as informagdes em arquivos de extensdo “.xIs”. O armazenamento e primeira
organizagdo da informagéo foi feita usando planilhas de MSExcel. Posteriormente todos 0s

sinais adquiridos foram ingressados como variaveis no programa Matlab®.

Os processos de segmentacao, de padronizacdo e extracao de caracteristicas, foram realizados
aplicando rotinas previamente desenvolvidas durante este trabalho fazendo uso do Matlab.
Dentro das rotinas desenvolvidas foram usadas fungdes do Wavelet toolbox, além das librarias
comuns do Matlab. Todos os vectores de caracteristicas extraidos dos exemplos foram

transformados e exportados para uso no software WEKA®.

Para o processo de classificagdo, utilizando os algoritmos de aprendizado implementados no
WEKA foram treinados e testados os classificadores para todas as alternativas de arquitectura

do sistema de reconhecimento.

’Do inglés Matrix Laboratory, Matlab é um ambiente de analise numérica de alto desempenho e linguagem de

programacao de quarta geragao, desenvolvido pelo MathWorks, amplamente utilizado para ensino, pesquisa e

aplicagdes industriais em todo o mundo.

* Waikato Environment for Knowledge Analysis — WEKA, é um popular compendio de software para
aprendizado de mdquina, desenvolvido em linguagem JAVA, pela Universidade de Waikato, Nova Zalandia.
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Finalmente, os resultados do sistema de reconhecimento de padrfes com todas as
combinacOes analisadas de opgOes nas trés etapas (segmentacdo e padronizacdo, extragdo de
caracteristicas com multiplas alternativas, e classificacdo com multiplas alternativas) sao
exportado novamente ao software MSEXxcel para sua analise estatistica, geracdo de graficas e

apresentacao dos resultados.
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7. RESULTADOS

Como apresentado no capitulo anterior, o sistema de reconhecimento de padrGes € constituido
basicamente por trés modulos sequenciais (segmentacdo e padronizacdo, extracdo de
caracteristicas, e segmentacdo), e em cada um deles diferentes metodologias podem ser
aplicadas para conseguir conjuntamente o melhor desempenho final. As andlises realizadas
para decidir as melhores alternativas na construcdo do sistema de reconhecimento de padrdes

e as avaliacdes posteriores sdo apresentadas neste capitulo.

Na secdo 7.1 sdo analisadas variagdes no calculo de uma das caracteristicas a ser consideradas
na etapa de extracdo de caracteristicas, enquanto na sec¢do 7.2 sdo analisados parametros para
um dos classificadores propostos. A comparacdo geral e a avaliagdo da melhor alternativa
para a etapa de extracdo de caracteristicas € realizada na se¢do 7.3, e 0 correspondente a etapa
de classificacdo é analisado na 7.4. Com os resultados anteriores, fica definida a melhor
arquitetura de sistema de reconhecimento de padrdes proposta, e seu desempenho é avaliado
na secdo 7.5. Na secdo 7.6 é analisada a influéncia da magnitude do vazamento no
desempenho do sistema. Um esquema das analises apresentadas neste capitulo, em relacéo a

sua aplicacdo no sistema de reconhecimento de padrdes, € mostrado na Figura 18.

Segmentacéo e i
g : ¢ F | Alternativas adotadas
padronizacao (6.1)
Extracdo de Alternativa§ d.e vetores L D,ecomposigéo para o
— de caracteristicas (7.3) calculo da EDW (7.1)
caracteristicas
— Alternativas de Parametros do
assificacao classificadores (7.4) classificador KNN (7.2)

Desempenho do sistema de
reconhecimento de padrdes (7.5)
AvaliacOes

Influéncia da magnitude do vazamento (7.6)

Figura 18. Esquema das analises apresentadas neste capitulo, em relagédo as componentes do sistema de

reconhecimento de padroes.
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Todos os resultados do presente capitulo foram obtidos analisando toda a base de dados de
sinais adquiridos junto ao circuito hidraulica experimental como apresentado na secéo 5.3,
com 620 exemplos em total (310 de cada classe) e para os 18 sensores®. Cada resultado
apresentado é produto da aplicacdo do 10-fold cross validation apresentado na secéo 6.4.1. O
indicador de desempenho do sistema mais utilizado para as comparagcfes neste capitulo é a
area abaixo da curva ROC (AAC), explicada na secdo 6.4.3.

7.1. SELECCAO DO TIPO E NIVEL DE DECOMPOSICAO WAVELET
PARA A CARACTERISTICA EDW

Como apresentado nas seces 4.3 e 6.2.4, a caracteristica EDW é calculada a partir das
componentes que representam o sinal depois da aplicagdo da decomposicdo wavelet, sendo os
componentes obtidos até um dado nivel. A selecdo do melhor nivel de decomposicdo varia de
um problema para outro, sendo necessario avaliar conjuntamente o ganho e o custo do
calculo. No caso, o ganho é medido em termos do desempenho do sistema de reconhecimento
de padrBes quando desenvolvido usando a caracteristica EDW (distribuicdo da energia na
decomposicdo wavelet) calculada até cada nivel de decomposicdo. O custo de célculo,

entretanto, sabe-se que € maior para niveis superiores.

Foram avaliadas as alternativas de uso da decomposicdo wavelet discreta até os niveis 2, 3, 4
e 5, usando em todos os casos a funcdo wavelet Daubechies 2 (db2), funcdo escolhida
segundo explicado na secdo 4.2.2. A avaliacdo de cada qual dessas quatro alternativas na
extracdo da EDW foi feita treinando e testando o sistema de reconhecimento de padrdes
completo (segmentacdo, extracdo da caracteristica EDW e classificacdo) para cada um dos
sensores, com todos os exemplos adquiridos. Adicionalmente, todos os testes foram repetidos
para cada um dos seis classificadores propostos, visando obter conclusdes mais gerais e nao
dependentes dos outros elementos do sistema de reconhecimento. O indicador de desempenho

do sistema usado foi a area abaixo da curva ROC (AAC).

Resultados foram obtidos para cada alternativa de nivel de decomposicdo, usando cada um
dos seis classificadores propostos na secdo 6.3, e para cada um dos 18 sensores. Para

consolidar essa grande quantidade de resultados, os valores relativos aos 18 sensores para

5 . . ~ . . .

Como antes explicado, todas as analises sdo conduzidas para os sinais de cada um dos 18 sensores,
isoladamente, durante todas as etapas da analise. Somente quando indicado, é apresentada a média dos
resultados dos diferentes sensores.
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cada alternativa foram resumidos calculando sua média e desvio padrédo, que sdo apresentados

na Tabela 4 e na Figura 19.

Tabela 4. AAC média (desvio padrao) para diferentes niveis de decomposi¢ao, segundo o classificador.

Classificador EDW db2 N2 EDW db2 N3 EDW db2 N4 EDW db2 N5
3NN 0.948 (0.025) | 0.968 (0.023) | 0.97 (0.022) | 0.961 (0.021)
Arvore 0.941 (0.031) | 00954 (0.03) | 0.951 (0.022) | 0.94 (0.032)
Regras 0.898 (0.03) | 0.912 (0.034) | 0.896 (0.033) | 0.881 (0.032)
Bayes 0.963 (0.037) | 0.968 (0.05) | 0.971 (0.044) | 0.968 (0.038)
SVM 0.905 (0.047) | 0.932 (0.057) | 0.934 (0.056) | 0.923 (0.05)
FBR 0.964 (0.041) | 0.971 (0.047) | 0.975 (0.035) | 0.974 (0.028)
Média 0.936 (0.035) | 0.951 (0.04) | 0.95 (0.035) | 0.941 (0.034)
0.99
0.97 %ﬁi
g 09 '\ -.\.
% -/ ——3NN
E 0.93 — —— B Arvore
5 \O —4—Regras
S —==Bayes
'5 0.91 e e —e—SVM
§ / \ . FER
E
5 0.89
= \A
0.87
0.85
EDW db2 N2 EDW db2 N3 EDW db2 N4 EDW db2 N5

Figura 19. AAC média usando diferentes niveis de decomposi¢do, segundo o classificador.

Lembrando que o aumento no nivel de decomposi¢cdo implica em complexidade e custo
computacional maiores, foi calculado o beneficio de incrementar esse nivel, definindo esse
beneficio entre niveis consecutivos como o aumento percentual na média da area abaixo da

curva ROC, conforme indicado na Tabela 5.
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Tabela 5. Aumento percentual na AAC com o aumento no nivel de decomposicédo, segundo o classificador.

Classificador de N2 a N3 de N3 a N4 de N4 a N5
3NN 1.98% 0.24% -0.88%
Arvore 1.28% -0.32% -1.01%
Regras 1.44% -1.60% -1.49%
NaiveBayes 0.48% 0.31% -0.36%
SVM 2.66% 0.23% -1.15%
FBR 0.79% 0.40% -0.17%
Média 1.44% -0.12% -0.84%

Para todos os classificadores utilizados, a decomposicédo até nivel trés traz um ganho na média
da AAC em comparagcdo com a decomposicao até nivel 2 (de N2 para N3). Esse ganho é
maior do que os obtidos ao passar de nivel trés para nivel quatro (de N3 para N4), e maior
ainda do que ganho ao mudar de nivel quatro para nivel cinco. Adicionalmente, s6 a passagem
de nivel dois para nivel trés traz ganhos positivos segundo todos os classificadores usados.
Considerando tais resultados, foi definido para o calculo da caracteristica EDW, usar a

decomposicdo wavelet até nivel 3.

A decomposicdo wavelet packet, apresentada na secdo 4.3, julgou-se potencialmente
interessante para o problema em estudo, ao permitir as analises com maior detalhe para toda a
faixa de frequéncias, até as mais altas. Sendo que essa maior quantidade de informacdes
implica num alto custo computacional, é necessario avaliar o beneficio de sua aplicacdo neste
trabalho especifico. Para tanto, usando a base de dados de 620 exemplos das classes SEM e
COM para cada qual dos 18 sensores, foi calculada a decomposicdo wavelet packet até nivel 3
usando a fungdo Daubechies 2 (db2). Para cada exemplo, foi calculada a caracteristica EDW,

representada por um vetor de 8 elementos cuja soma e 100.

Para avaliar o desempenho da EDW extraida da decomposicao wavelet packet foi treinado e
testado o sistema de reconhecimento de padrdes completo, para cada um dos 18 sensores,
usando alternativamente cada um dos seis classificadores. Foi calculada a AAC para cada
caso, e a média e o desvio padrdo dos resultados para os 18 sensores sdo apresentadas na
Tabela 6. Na Figura 20 os resultados s&o comparados com aqueles obtidos extraindo a

caracteristica EDW da decomposi¢do wavelet discreta (db2 até nivel 3, discreta).
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Tabela 6. AAC média (desvio padrédo) usando decomposicao wavelet packet, segundo o classificador.

EDW
Classificad
assificador Wavelet Package
3NN 0.972 (0.029)
Arvore 0.946 (0.029)
Regras 0.901 (0.036)
Bayes 0.959 (0.042)
SVM 0.938 (0.06)
FBR 0.972 (0.043)
Média 0.948 (0.04)
0.99
§ 0.95
g ——3NN
: - Arvore
E 0.93
: —4&—Regras
E —=—Bayes
E 0.91 e
i% \ﬂ ——FBR
2 089
-,
0.87
0.85

EDW W.Discreta db2 N3 EDW W.Package db2 N3

Figura 20. Comparacéo da AAC média usando decomposicio wavelet discreta e wavelet packet.

Os resultados correspondentes a trés dos classificadores utilizados (3 vizinhos mais proximos
3NN, Magquina de vetor suporte SVM e rede neural artificial com fungdes de base radial FBR)
mostram que o desempenho do sistema de reconhecimento de padrdes com a caracteristica
EDW ¢ superior para a decomposi¢cdo wavelet packet se comparada com a decomposi¢do
wavelet discreta. Para os trés classificadores restantes (Arvore de deciséo, Regra de deciséo e
Naive Bayes) o desempenho é superior usando wavelet discreta do que usando wavelet

packet.

Os resultados podem ser melhor entendidos se analisados o0s vetores de caracteristicas gerados
ao extrair a caracteristica EDW usando decomposicdo wavelet packet. Os valores de

percentagem de energia em cada uma das oito componentes tém uma tendéncia geral que
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pode ser mostrada atraves dos histogramas de cada um dos valores das caracteristicas,

calculados para os exemplos adquiridos com cada sensor. A comparagdo dos histogramas

construidos para cada componente dos respectivos exemplos SEM e COM, é possivel através

do exame da Figura 21.

A3 D1
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100 T
ﬂ|
0T—T1 T T T T T
- 0O 15 30 45 60 75 90 0O 8 16 24 32 40 48 56
3 D2 D3
a 150
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o
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Figura 21. Histograma de frequéncias da distribuicdo da energia na decomposicao wavelet packet, para

exemplos SEM e COM.

Vérias conclusdes podem ser extraidas da comparagdo dos histogramas. A maior parte dos

exemplos COM tem a maior percentagem de energia na componente de aproximacéo, A3, e

as percentagens para os componentes de detalhe, D1 a D7, sdo usualmente menores. Para 0s

exemplos SEM, a percentagem de energia na componente A3 é usualmente menor do que as

percentagens nas componentes D1 a D7. Adicionalmente, as distribuicbes nos componentes

de detalhe sdo mais concentradas para os exemplos COM do que para os exemplos SEM, e
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mantém também uma distribuicdo semelhante nas componentes D1 a D7, com a maior
quantidade de casos correspondendo a percentagens de energias baixas. J& para os sinais
SEM, parece que a energia esta mais concentrada nos diferentes componentes de detalhe, com
pouca participacdo da componente A3. Assim, nos exemplos COM a maior parte da energia
do sinal € devida a mudanca produzida pelo inicio do vazamento, melhor representada na
componente de aproximacdo (ou de baixa frequéncia). Entretanto, nos exemplos SEM a
energia do sinal estd mais relacionada com o ruido e as oscilacBes proprias do sistema fisico e
de aquisicdo de dados, razdo pela qual apresentam maior dispersdo e a componente de

aproximagé&o torna-se menos importante.

Em adicdo a analise dos histogramas, o estudo dos primeiros niveis na arvore de decisdo
reforcam as conclusfes. A componente com maior potencial para diferenciar os exemplos das
duas classes é a A3. Adicionalmente, as componentes D2 e D3 também permitem uma

diferenciagéo interessante entre ambas as classes.

Em concordancia com as definicdes das decomposicOes wavelet discreta e packet, os
coeficientes de aproximacdo (A3) e os de detalhe da menor frequéncia (D1) sdo idénticos se
aplicarmos as duas decomposi¢cbes ao mesmo sinal. Os coeficientes D2 e D3 da
decomposicdo wavelet packet correspondem a decomposicao dos coeficientes D2 da wavelet
discreta, e D4, D5, D6 e D7 da packet com a decomposicdo do D3 da discreta. Assim, vé-se
que a componente mais importante para distinguir as duas classes (A3) é idéntica na
decomposicdo wavelet discreta e na decomposicdo wavelet packet, e que as outras
componentes de maior interesse (D2 e D3 na decomposicdo packet) tém também uma
correspondéncia clara na decomposicdo discreta (D2). Como antes dito, um maior
detalhamento nas frequéncias mais altas ndo se mostra interessante por corresponder o
fendmeno estudado a mudancas nas baixas frequéncias enquanto as altas frequéncias estdo

mais influenciadas pelo ruido.

Adicionalmente, os resultados do sistema de reconhecimento de padrdes com a caracteristica
EDW com decomposicdo wavelet packet apresenta resultados globais piores (com trés dos
classificadores avaliados) ou levemente melhores (com os outros trés classificadores), como
analisado anteriormente. Portanto, julga-se desnecessério utilizar a decomposicdo wavelet
packet ao inves da decomposicdo wavelet discreta, considerando que a primeira tem maior
custo computacional e complexidade, mas as informacGes adicionais que fornece nao sdo as
mais interessantes para 0s objetivos do sistema de reconhecimento nem se traduzem em

melhores resultados globais.
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Considerando o discutido nesta se¢do, nas anélises seguintes a caracteristica EDW sera a
avaliada usando decomposicao wavelet discreta, da familia db2, até nivel 3.

7.2.PARAMETROS PARA O CLASSIFICADOR KNN

Dentro das opc¢bes consideradas para a etapa de classificacdo do sistema de reconhecimento
de padrdes (terceira etapa, depois da segmentacdo e a extracdo de caracteristicas) esta o
algoritmo dos Vizinhos mais préximos (KNN). Como apresentado na se¢do 6.3.1, 0 mais
importante parametro a ser decidido na aplicacdo desse método de classificacdo € o nimero
de vizinhos a serem inspecionados (K). Ndo existindo uma regra geral para o valor 6timo

desse parametro, € necessario seu estudo para cada problema de aplicacéo.

Com o objetivo de estabelecer o valor mais apropriado para K e avaliar a sensibilidade dessa
escolha, foram feitos testes do sistema de reconhecimento de padrdes envolvendo seis
possiveis valores para K (1, 3, 5, 7, 9, 11) e, portanto, seis classificadores. A analise é feita
considerando os dados de cada sensor independentemente, usando o conjunto de quatro
caracteristicas (TOD) e também usando somente a caracteristica de distribuicdo da energia da

decomposicéo wavelet® (EDW).

Os resultados obtidos da aplicacdo do sistema de reconhecimento de padrdes para cada um
dos sensores, extraindo o vetor de caracteristicas TOD, e usando os seis valores de K para o
algoritmo KNN, sdo mostrados na Tabela 7 e na Figura 22. Esses resultados estdo em termos
da AAC obtida aplicando correlacdo cruzada com 10 blocos. Uma andlise analoga, porém
extraindo somente a caracteristica EDW, fornece os resultados apresentados na Tabela 8 e

Figura 23.

6 .~ . ;. ~ ..
Em ambos os casos, usando decomposicdao wavelet discreta até nivel 3 com a fungdo db2, como definido na
segao anterior.
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Tabela 7. AAC usando variag6es do algoritmo K-NN, depois da extracdo do vetor de caracteristicas TOD.

Sensor | 1I-NN | 3-NN [ 5-NN | 7-NN | 9-NN [ 11-NN
PO1 0.923| 0.968] 0971 0977 0.976] 0.981
P02 0.971| 0.993| 0.995[ 0.995| 0.997| 0.997
P03 0.974( 0.993| 0.994( 0.997 0.997| 0.997
P04 0.963| 0.984| 0990 0.994] 0.993] 0.996
P05 0.937( 0.979| 0987 0.988] 0.988] 0.992
P06 0.969| 0.989] 0.992| 0.994[ 0.995| 0.995
P07 0.974| 0.986] 0.994| 0.995[ 0.995| 0.995
P08 0.965 0.982] 0.986| 0.992 0.993] 0.994
P09 0.969( 0.987 0991 0.993] 0.992] 0.995
P11 0.971| 0.988| 0989 0.993] 0.995| 0.995
P12 0.971| 0.989| 0992 0.992| 0.992] 0.994
P13 0.976 0.990[ 0.989| 0.989] 0.993] 0.992
P14 0.969( 0.984| 0.989 0.989] 0.989| 0.992
P15 0.976| 0.987] 0990 0.993| 0.994] 0.994
P16 0.958| 0.982] 0.991| 0.990[ 0.992] 0.994
Qo1 0.906] 0.955| 0.960| 0.968[ 0.968| 0.968
Q02 0.879 0.936| 0.952| 0.957| 0.958| 0.956
Q03 0.816( 0.898| 0917 0.925] 0.931] 0.934
Média 0.948( 0.976| 0982 0.985] 0.985| 0.987

Desvio 0.043( 0.024| 0.020f 0.018] 0.017] 0.017
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Figura 22. AAC usando variagoes do algoritmo K-NN, depois da extracao das caracteristicas TOD.



Tabela 8. AAC usando variagoes do algoritmo K-NN, depois da extracdo da caracteristica EDW.

Sensor | 1NN 3NN 5NN 7NN 9NN | 1INN
PO1 0911 0.959( 0.963] 0972 0976 0.977
P02 0.956] 0.986| 0.989] 0.989| 0.992| 0.993
P03 0.942] 0983 0.988] 0.988] 0.990| 0.991
P04 0.947| 0982 0.988 0.988] 0.987| 0.990
P05 0.940f 0972 0.977] 0981 0.986| 0.988
P06 0.947) 0981 0.987] 0.988] 0.989| 0.990
P07 0.948/ 0974 0.982] 0.984| 0.987 0.988
P08 0.945| 0970 0.976] 0.984] 0.986| 0.990
P09 0.942] 0976 0.984| 0.985 0.989| 0.991
P11 0.939] 0979 0.986] 0.988] 0.988| 0.988
P12 0.956] 0.983| 0.986] 0.987| 0.987| 0.990
P13 0.961| 0.980f 0.983] 0.988] 0.989| 0.991
P14 0.931 0977 0.985 0.987| 0.987| 0.988
P15 0.942] 0972 0.981 0.985 0.988| 0.989
P16 0.932] 0972 0.983] 0.989| 0.989| 0.989
Q01 0.856] 0.940( 0.956| 0.970| 0.970f 0.971
Q02 0.869| 0.939| 0.948] 0.952| 0.955| 0.954
Q03 0.823] 0.892( 0.909] 0.912| 0.918| 0.923
Média 0.927) 0968 0.975| 0979 0981 0.982

Desvio 0.038) 0.023| 0.020; 0.019| 0.018| 0.018
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Figura 23. AAC usando variacfes do algoritmo K-NN, depois da extracao da caracteristica EDW.
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Os resultados apresentados permitem concluir que, tanto usando como vetor de caracteristicas
TOD quanto EDW, o desempenho dos classificadores é superior para valores maiores de K,
na maioria dos sinais. Como detalhado na Tabela 9°, a melhora no desempenho é muito mais
significativa para os valores inferiores de K, com um ganho médio de 4,0% ao passar de 1NN
para 3NN. Ao estudar valores maiores de K, o aumento de desempenho torna-se menos

significativo.

Tabela 9.Incremento percentual na AAC usado variacdes do algoritmo KNN

Sensor |INN a 3NN |[3NN a5NN [5NNa7NN (7NN a9NN [9NN a 11NN
P01 4.77% 0.44% 0.82% 0.49% 0.05%
P02 2.95% 0.25% 0.01% 0.38% 0.03%
P03 4.09% 0.48% 0.03% 0.20% 0.15%
P04 3.50% 0.61% -0.03% -0.05% 0.24%
P05 3.13% 0.51% 0.45% 0.47% 0.17%
P06 3.42% 0.63% 0.08% 0.05% 0.17%
PO7 2.60% 0.71% 0.27% 0.31% 0.10%
P08 2.50% 0.60% 0.74% 0.27% 0.34%
P09 3.43% 0.73% 0.18% 0.32% 0.25%
P11 4.00% 0.74% 0.19% -0.04% 0.01%
P12 2.62% 0.31% 0.10% 0.06% 0.27%
P13 1.90% 0.31% 0.45% 0.12% 0.18%
P14 4.60% 0.82% 0.22% 0.02% 0.07%
P15 2.97% 0.94% 0.44% 0.24% 0.15%
P16 3.96% 1.12% 0.62% -0.05% -0.01%
Q01 8.38% 1.62% 1.34% 0.05% 0.11%
Q02 6.93% 0.98% 0.40% 0.22% -0.06%
Q03 6.96% 1.71% 0.24% 0.62% 0.50%

Média 4.04% 0.75% 0.36% 0.20% 0.15%

Desvio 1.74% 0.41% 0.35% 0.20% 0.14%

Dadas as caracteristicas do algoritmo KNN, o aumento no valor K (nimero de vizinhos)
multiplica o custo computacional do processo. Na procura de um equilibrio entre o custo
computacional e a melhora no desempenho do classificador, foi determinado que, para o
problema tratado e a base de dados usada neste projeto, o valor mais adequado do parametro
K é 3. Assim, nas analises seguintes o algoritmo KNN usado serd o 3NN.

7 . s o4
A Tabela 9 refere-se aos resultados obtidos usando somente a caracteristica EDW, mostrados na Tabela 8 e
Figura 23, mas as conclusdes sdo as mesmas se considerados os resultados usando TOD.
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7.3.CARACTERISTICAS EXTRAIDAS

Como apresentado na se¢do 6.2, foram avaliadas quatro caracteristicas para representar 0s

sinais adquiridos, sendo elas:
e ENE. Energia, um valor representa cada sinal;
e ENT. Entropia, um valor;
e NCZ. Numero de cruzamentos por zero, um valor;

e EDW. Distribuicdo da energia nas componentes da decomposicdo wavelet, vetor de

quatro elementos.

Para analisar a tendéncia das caracteristicas dos sinais SEM e COM, foram extraidas as
caracteristicas de cada qual dos 620 exemplos das duas classes, para cada um dos 18 sensores.
Usando os valores extraidos, foram construidos os histogramas de frequéncias relativos aos
exemplos SEM e COM para cada caracteristica, ou mais exatamente para cada um dos valores
do vetor de caracteristicas (sendo que a caracteristica EDW € representada por quatro
valores). Os histogramas foram construidos com os dados de cada sensor isoladamente, e na
Figura 24 sdo apresentados os do sensor mais proximo do local de vazamento (P02) e o do

local mais afastado a jusante dele (P16), cuja localizag&o pode ser conferida na Figura 7.

Para obter uma indicacdo quantitativa do grau de semelhanca entre os valores relativos as
duas classes, foi calculado o intervalo central de valores de caracteristicas que contém o 85%
dos exemplos, sendo que 7,5% dos exemplos tém valores da caracteristica inferiores aos do
intervalo, e o restante 7,5% valores superiores a ele. Os limites desses intervalos sao

resumidos na Tabela 10 e indicados também na Figura 24.

Tabela 10. Intervalos de valores mais frequentes das caracteristicas

P02 P16
SEM COoM SEM COM
7.5%-925% | 7.5%-92.5% | | 7.5% - 92.5% | 7.5% - 92.5%
ENE 10.4 - 34.9 2.8-76.5 17.3-378 2.8-424
ENT 6.2-6.8 6-7.6 6.7-7 6-7
NCZ 58.5 - 121.9 1-57.5 76.1-123.9 44.9- 925
EDW-A3| 5.7-30.2 23.6 - 92.2 8-23.6 25.7 - 65.4
EDW-D3|  9.3-50 1.3-126 15.6 - 50.4 9-33.8
EDW-D2| 186-37.4 0.8-29.4 18.7- 35.4 7.7-25.9
EDW-D1| 4.7-336 0.3-34 7.7-343 1.7-305
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E possivel verificar que para algumas das caracteristicas, as faixas de valores mais comuns

sdo similares, enquanto para outras caracteristicas 0s intervalos estdo mais claramente

diferenciados. A seguir as observacdes principais sobre cada caracteristica:

Para a caracteristica ENE, tanto no sensor mais proximo (P02) quanto no mais
afastado (P16) o intervalo de valores mais frequentes para a classe SEM esta contido
no intervalo da classe COM. Assim, é dificil diferenciar se um sinal pertence a uma ou
outra classe com base no seu valor ENE dado que os mesmos valores aparecem

frequentemente para as duas classes.

Quanto a caracteristica ENT, os intervalos de valores para o sensor P02 sdo muito
semelhantes, e para o sensor P16 séo quase idénticos. Assim, maior parte de exemplos
COM e SEM tem valores de ENT na mesma faixa, razdo pela qual essa caracteristica

ndo se mostra interessante para o proposito de classificacao.

O intervalo de valores mais frequentes de NCZ tende a valores menores para 0S
exemplos COM do que para 0s SEM segundo os dados do sensor P16, e para 0 sensor
P02 constitui conjuntos disjuntos. Considerando, por exemplo, somente os dados do
sensor P02, com wuma regra simples segundo a qual NCZ>58—SEM e
NCZ<58—COM, 85% dos exemplos seriam corretamente classificados. Esse
comportamento é compreensivel ao lembrar que a ocorréncia do vazamento induz uma
mudanca no sinal que faz com que os valores se afastem da média (0), apresentando
menos cruzamentos por zero em comparagdo aos exemplos em que essa mudancga

devida ao vazamento ndo acontece.

Quanto a caracteristica EDW, os seus quatro valores apresentam tendéncias diferentes
mas complementares, que ndo diferem significativamente para os dois sensores. Para a
energia A3 o intervalo de valores mais frequentes nos exemplos COM abarca valores
maiores do que o intervalo dos exemplos SEM, para os dois sensores considerados.
Isso significa que depois da decomposicdo wavelet dos sinais SEM uma parte menor
da energia corresponde & aproximacao A3 (baixas frequéncias®) e as componentes de

detalhes (alta frequéncia) sdo mais importantes, sendo esse 0 comportamento esperado

®vale a pena salientar que quando se mencionam, por exemplo, os “valores mais frequentes” ou os
“histogramas de frequéncias”, a palavra “frequéncia” refere-se a quantidade de vezes que um valor ou faixa de
valores ocorrem, e pode ser quantificada com unidades de nimero de ocorréncias. Por outro lado, quando
referidas as “altas / baixas frequéncias” em referencia as componentes da decomposi¢cdo wavelet, trata-se de
frequéncias presentes no sinal, que seria o numero de ciclos por unidade de tempo se se tratasse de sinais
periddicos, e cuja unidade é a inversa do tempo, 1/sec = Hz.
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para um sinal em que a maior parte das oscilacbes é devida ao ruido, de alta
frequéncia. Entretanto, nos exemplos COM grande parte da energia esta concentrada
no componente de aproximacdo A3, devido a mudanca provocada pelo vazamento. Os
valores de energia nas componentes de detalne sdo complementares aos da
componente de aproximacdo (A3+D3+D2+D1=100 para cada exemplo individual),
portanto para os exemplos SEM os valores de D3, D2 e D1 s&o maiores do que para 0s
exemplos COM. A diferenciacédo entre os intervalos de valores mais comuns das duas
classes é mais clara para os componentes de menor frequéncia (D3) do que para os de
maior frequéncia (D1). A importancia de cada valor da caracteristica de distribuicdo
da energia na decomposicao wavelet foi discutida também na secédo 7.1.

Os resultados para apenas dois dos sensores foram apresentados acima para melhor
compreensdo, embora as mesmas analises tenham sido realizadas para todos 0s outros
sensores foram feitas e 0s seus resultados em nada contradizem as anteriores observacdes,

como pode ser verificado nos histogramas apéndice A.

Os histogramas antes apresentados ndo fazem parte do sistema de reconhecimento de padrdes,
e sim de uma analise adicional de comparacao entre as caracteristicas. Para avaliar a utilidade
dessas caracteristicas na representacdo dos sinais para sua posterior classificacdo, o sistema de
reconhecimento de padrdes completo (incluindo segmentacdo, extracdo de caracteristicas e
classificacdo, como descrito na secdo 6) foi construido e avaliado, para cada um dos sensores.
Na etapa de extracdo de caracteristicas seis diferentes alternativas sdo consideradas, para

avaliar as caracteristicas isoladas, combinadas ou ainda o sinal original, como segue:
e TOD. Todas as quatro caracteristicas em um vetor de caracteristicas de dimensao sete;
e ENE. Somente energia, vetor de elemento Unico;
e ENT. Entropia, vetor de elemento Unico;
e NCZ. Numero de cruzamentos por zero, vetor de elemento Unico;

e EDW. Distribuicdo da energia nas componentes da decomposicdo wavelet, vetor de

dimenséo quatro.

e SIN. Sinal original (sem extrair nenhuma caracteristica), vetor de dimensdo 240. O uso
do vetor original como vetor de entrada a o classificador é possivel somente porque a
aquisicdo em laboratorio e o pré-processamento dos exemplos garante que todos eles

contenham a mesma quantidade de elementos, sem dados errdneos ou faltantes.
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Na etapa de classificacdo foram usados alternativamente todos os classificadores analisados,
visando a descartar variagbes devidas a sua escolha. Assim, para todos 0s sensores
independentemente, o sistema € construido para cada alternativa de vetor de caracteristicas

com seis classificadores diferentes, definidos na secdo 6.3 e que serdo avaliados na secéo 7.4.

Foi calculada a area abaixo da curva ROC (AAC) para o sistema de reconhecimento de cada
combinacédo considerada, aplicando o procedimento de validagdo cruzada. Os resultados para
todos os sensores e para os diferentes vetores de caracteristicas considerados sdo apresentados
na Tabela 11, em termos do seu valor médio e desvio padrdo para os diferentes
classificadores. Nas ultimas linhas da mesma tabela apresentam-se valores médios para todos
0s sensores relativos a cada vetor de caracteristicas. Os resultados anteriores também sdo
apresentados na Figura 25, na qual cada ponto corresponde a avaliacdo de uma arquitetura do
sistema de reconhecimento de padrées com os dados de um sensor. Cada 18 pontos alinhados
verticalmente correspondem aos resultados de todos os 18 sensores segundo um dos seis
classificadores (de esquerda para direita: 3NN, Arvore, Regra, Bayes, SVM e FBR). Cada
grupo de pontos da mesma cor corresponde a mesma alternativa em termos do vetor de
caracteristicas considerado, isto é, as alternativas a serem comparadas nesta secdo para a
escolha do melhor vetor de caracteristicas (TOD, ENE, ENT, NCZ, EDW, SIN).
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Figura 25. AAC para diferentes vetores de caracteristicas segundo o sensor e o classificador considerados.
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Tabela 11. AAC média (desvio padrao) para diferentes vetores de caracteristicas, segundo o sensor

considerado.

Sensor TOD ENE ENT NCZ EDW SIN
PO1 | 0.961 (0.02) |0.648 (0.037)| 0.6 (0.033) | 0.89 (0.05) | 0.958 (0.02) | 0.831 (0.153)
P02 | 0.988 (0.01) | 0.893 (0.048) | 0.877 (0.108) | 0.983 (0.012) | 0.971 (0.025) | 0.838 (0.156)
P03 |0.984 (0.014)|0.913 (0.055) | 0.908 (0.054) | 0.977 (0.016) | 0.961 (0.039) | 0.838 (0.156)
P04 |0.985 (0.013)|0.914 (0.056) | 0.915 (0.055) | 0.977 (0.019) | 0.963 (0.035) | 0.841 (0.157)
PO5 | 0.964 (0.025)|0.681 (0.085)|0.641 (0.032)|0.902 (0.042) | 0.963 (0.025) | 0.839 (0.149)
P06 | 0.982 (0.016) | 0.909 (0.054) | 0.911 (0.054) | 0.973 (0.023) | 0.964 (0.035) | 0.841 (0.159)
PO7 |0.978 (0.023) | 0.837 (0.059) | 0.858 (0.05) | 0.964 (0.024) | 0.968 (0.026) | 0.843 (0.153)
P08 | 0.974 (0.019) | 0.719 (0.094) | 0.694 (0.051) | 0.92 (0.042) | 0.969 (0.02) |0.836 (0.156)
P09 | 0.978 (0.024) | 0.837 (0.059) | 0.834 (0.065) | 0.958 (0.03) | 0.968 (0.03) |0.819 (0.166)
P11 |0.977 (0.025)|0.824 (0.062)|0.849 (0.064) | 0.961 (0.027)|0.971 (0.024) | 0.837 (0.151)
P12 |0.983 (0.016) | 0.918 (0.057)| 0.916 (0.06) | 0.972 (0.021) | 0.962 (0.039) | 0.829 (0.163)
P13 |0.982 (0.015)| 0.82 (0.062) | 0.814 (0.1) |0.938 (0.034)|0.976 (0.016) | 0.855 (0.15)
P14 {0.972 (0.024) | 0.71 (0.086) | 0.739 (0.074) | 0.91 (0.047) | 0.967 (0.023) | 0.828 (0.156)
P15 |0.979 (0.018)|0.706 (0.088)| 0.74 (0.081) | 0.915 (0.043) | 0.971 (0.019) | 0.839 (0.153)
P16 |0.969 (0.018)|0.674 (0.064)|0.664 (0.044)| 0.89 (0.038) | 0.968 (0.019) | 0.816 (0.157)
Q01 | 0.92 (0.044) |0.851 (0.032)|0.867 (0.024) | 0.892 (0.03) |0.885 (0.042) | 0.79 (0.122)
Q02 |0.904 (0.044)| 0.804 (0.05) | 0.84 (0.03) | 0.78 (0.034) |0.876 (0.068) | 0.724 (0.139)
Q03 | 0.876 (0.035) | 0.749 (0.057)|0.791 (0.039) | 0.857 (0.027) | 0.855 (0.029) | 0.85 (0.108)

Media |0.964 (0.022)| 0.8 (0.061) |0.803 (0.057)|0.925 (0.031)| 0.951 (0.03) | 0.828 (0.15)

Na Tabela 11 mostra-se que o uso do vetor de caracteristicas TOD dentro do sistema de
reconhecimento de padrGes gera os melhores resultados médios para todos os 18 sensores.
Entretanto, a EDW apresenta os segundos melhores resultados médios para 11 sensores e
NCZ apresenta essa segunda melhor colocacdo nos 7 sensores restantes. Agrupando os
resultados dos 18 sensores o melhor desempenho medio do sistema corresponde ao vetor de
TOD, seguido de EDW e NCZ, que também tém os menores desvios médios, confirmando
assim essas trés opcOes de vetor de caracteristicas como as mais Uteis ao sistema de
reconhecimento de padrdes. Também na Figura 25, pode-se identificar uma tendéncia geral
dos resultados: usando as caracteristicas ENE e ENT os resultados sdo em média inferiores e
apresentam uma dispersdo maior, enquanto usando TOD, NCZ e EDW os resultados sdo em

média maiores e menos dispersos.
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O valor de desempenho é afetado pela escolha do classificador, e para avaliar sua influéncia
na Tabela 12 sdo mostrados os valores de desempenho médios para cada alternativa de vetor
de caracteristicos, discriminados segundo o tipo de classificador utilizado. Apesar das
variacdes nos valores, o ordenamento das melhores caracteristicas € semelhante ao antes
identificado, com TOD e EDW na primeira e segunda melhor posi¢do dentre as alternativas
de extracdo de caracteristicas, superados por pequena diferenca pelo uso do vetor SIN quando

considerados dois dos classificadores.

Tabela 12. AAC média para diferentes vetores de caracteristicas, segundo o classificador.

Classificador TOD ENE ENT NCz EDW SIN
3NN 0.976 0.804 0.812 0.948 0.968 0.984
Arvore 0.963 0.811 0.812 0.902 0.954 0.898
Regra 0.931 0.787 0.796 0.899 0.912 0.766
Bayes 0.979 0.840 0.828 0.953 0.968 0.593
SVM 0.953 0.700 0.715 0.894 0.932 0.942
FBR 0.984 0.859 0.857 0.956 0.971 0.784
Meédia 0.964 0.800 0.803 0.925 0.951 0.828

Tanto a analise dos histogramas de valores das caracteristicas quanto os indicadores de
desempenho médio e a dispersdo dos resultados conduzem as mesmas conclusdes a respeito
da escolha das caracteristicas, indicando que os melhores resultados médios sdo o0s
apresentados pelo uso dos vetores TOD, EDW e NCZ. Mas o vetor TOD esta constituido por
todas as quatro caracteristicas avaliadas, incluindo as que se julgam menos interessantes para
o reconhecimento (ENT e ENE). Para avaliar o efeito de descartar totalmente essas duas
caracteristicas de piores resultados, foi construida outra alternativa de vetor de caracteristicas
constituida pela combinacdo de NCZ e EDW. A comparacdo desse novo vetor de
caracteristicas com os anteriormente identificados como de melhor desempenho é apresentada
na Tabela 13.

O uso das caracteristicas de NCZ+EDW (vetor de 5 elementos) fornece resultados médios
muito semelhantes aos do uso do vetor TOD (de 7 elementos), sendo a AAC média de 0.961
no primeiro e 0.964 no segundo. Essa constatacdo sugere que o calculo e inclusdo das
caracteristicas ENE e ENT ndo aporta beneficios ao processo de classificacdo e somente eleva

0 custo computacional do processo.

Por outro lado, a caracteristica que isoladamente fornece os melhores resultados médios é

EDW, mas a incorporacdo da segunda melhor caracteristica, NCZ, incrementa um pouco 0s
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resultados médios (de 0.951 a 0.961 em média) e diminui levemente os desvios (de 0.030 a
0.023, em média). Como seu célculo é pouco complexo se comparado com o da EDW,
considera-se interessante o uso das duas caracteristicas combinadas, NCZ+EDW.

Tabela 13. AAC média (desvio padréo) segundo o sensor considerado, para os vetores de caracteristicas

de melhor desempenho.

Sensor TOD NCZ EDW NCZ+EDW
PO1 | 0.961 (0.02) | 0.89 (0.05) | 0.958 (0.02) | 0.958 (0.022)
P02 | 0.988 (0.01) | 0.983 (0.012) | 0.971 (0.025) | 0.986 (0.01)
P03 | 0.984 (0.014)|0.977 (0.016) | 0.961 (0.039) | 0.98 (0.013)
P04 |0.985 (0.013) | 0.977 (0.019) | 0.963 (0.035) | 0.984 (0.012)
PO5 | 0.964 (0.025)|0.902 (0.042)|0.963 (0.025) | 0.965 (0.024)
P06 | 0.982 (0.016) | 0.973 (0.023) | 0.964 (0.035) | 0.975 (0.016)
PO7 | 0.978 (0.023) | 0.964 (0.024) | 0.968 (0.026) | 0.975 (0.023)
PO8 | 0.974 (0.019) | 0.92 (0.042) | 0.969 (0.02) | 0.973 (0.018)
P09 | 0.978 (0.024) | 0.958 (0.03) | 0.968 (0.03) | 0.974 (0.023)
P11 | 0.977 (0.025)|0.961 (0.027)|0.971 (0.024) | 0.977 (0.023)
P12 |0.983 (0.016) | 0.972 (0.021)|0.962 (0.039) | 0.979 (0.015)
P13 | 0.982 (0.015) | 0.938 (0.034)|0.976 (0.016) | 0.978 (0.016)
P14 |0.972 (0.024) | 0.91 (0.047) | 0.967 (0.023)|0.968 (0.023)
P15 |0.979 (0.018)|0.915 (0.043) | 0.971 (0.019) | 0.973 (0.02)
P16 |0.969 (0.018)| 0.89 (0.038) | 0.968 (0.019) | 0.97 (0.017)
Q01 | 0.92 (0.044) | 0.892 (0.03) | 0.885 (0.042) | 0.905 (0.04)
Q02 |0.904 (0.044) | 0.78 (0.034) | 0.876 (0.068) | 0.901 (0.073)
Q03 |0.876 (0.035) | 0.857 (0.027) | 0.855 (0.029) | 0.867 (0.032)

Media | 0.964 (0.022)|0.925 (0.031) | 0.951 (0.03) |0.961 (0.023)

Quanto ao uso do sinal original (sem extrair caracteristicas), SIN, como vetor de entrada para
0 processo de classificagdo, cada exemplo é considerado um ponto dentro de um espaco de
dimenséo 240, e para a definigdo de distancias, regras ou distribuicdes nos procedimentos de
treinamento dos classificadores o i-ésimo valor da série é comparado somente com 0 i-ésimo
das outras series, sendo i=1,2...240. Esse tipo de comparacdo ponto a ponto tem
desvantagens considerando que nos exemplos COM o vazamento acontece em diferentes
momentos dentro do intervalo de exemplo. O desempenho do sistema de reconhecimento de

padrdes usando o vetor SIN foi muito variavel dependendo do classificador utilizado, com



95

valores individuais de AAC desde 0.567 (sensor P16, classificador Bayesiano) até 0.997
(sensor P11, classificador 3NN). Assim, os valores de desvio relativos a SIN com cada sensor
mostrados na Tabela 11, de média 0.15 e minimo 0.11, sdo maiores do que os desvios de
todas as outras alternativas de vetores de caracteristicas, restando portanto confiabilidade aos
seus valores médios. O tempo de processamento usando SIN foi muito maior do que com 0s
outros vetores de caracteristicas, devido ao grande tamanho dos vetores envolvidos, embora
com essa alternativa seja economizado o tempo que leva a extracdo de caracteristicas. Como
apontado anteriormente, o uso do sinal sem extrair caracteristicas somente é possivel pelo fato
de todos os exemplos terem exatamente 0 mesmo tamanho. Se alguns dos exemplos tivessem
tamanho diferente, essa opcao de uso do vetor SIN ndo seria aplicavel, enquanto o processo

de extracdo de caracteristicas ndo encontraria nenhum problema.

Assim, considerando que o uso do sinal diretamente como se fosse o vetor de caracteristicas
ndo diminui o custo computacional, tém aplicacdo limitada, e gera desempenhos de menor
precisdo e, em média, de menor acurécia, conclui-se que o uso da extracdo de caracteristicas €

muito mais interessante do que o uso do sinal de entrada, SIN, diretamente.

7.4.TIPOS DE CLASSIFICADOR

Os seis diferentes tipos de classificador apresentados na se¢do 6.3 foram avaliados como
alternativas dentro do sistema de reconhecimento de padrdes criado, sendo eles:

e 3NN. Algoritmo de 3 vizinhos mais préximos, padronizando as entradas, usando

distancia Euclidiana e desconsiderando ponderacao;

e Arvore. Arvore de decisio segundo o algoritmo C4.5, com o minimo de duas

instancias nos nos folha;

e Regra. Algoritmo de uma regra (One Rule), com minimo seis elementos nos

segmentos;
e Bayes. Classificador Naive Bayes, usando distribui¢do normal,

e SVM. Maquina de vetor suporte, com fungdes kernel lineares e sem incorporar pesos

diferenciados as duas classes;

e FBR. Rede neural artificial com funcbes de base radial, com fun¢des normalizadas

Gaussianas.
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Levando em consideracdo as conclusdes da se¢do 7.3 sobre as caracteristicas com maior
potencial para o processo de reconhecimento de padrdes do problema em estudo, nesta etapa é
considerado somente o tipo de vetor de caracteristicas com melhor desempenho: NCZ+EDW.
O desempenho para cada classificador e cada sensor, em termos da AAC, ¢é apresentado na

Tabela 14 e na Figura 26.

Tabela 14. AAC média (desvio padrao) para diferentes classificadores, segundo o sensor considerado.

Sensor 3NN Arvore | Regra Bayes SVM FBR
PO1 0.967 0.952 0.932 0.985 0.935 0.980
P02 0.990 0.985 0.969 0.993 0.982 0.996
P03 0.985 0.970 0.963 0.991 0.974 0.996
P04 0.987 0.987 0.963 0.992 0.977 0.997
P05 0.974 0.962 0.924 0.988 0.955 0.987
P06 0.981 0.966 0.955 0.991 0.965 0.995
P07 0.983 0.976 0.934 0.994 0.969 0.995
P08 0.974 0.975 0.945 0.993 0.961 0.991
P09 0.981 0.972 0.931 0.994 0.974 0.994
P11 0.984 0.981 0.932 0.995 0.977 0.993
P12 0.987 0.972 0.955 0.991 0.973 0.996
P13 0.982 0.958 0.960 0.995 0.976 0.995
P14 0.979 0.953 0.934 0.993 0.960 0.990
P15 0.981 0.957 0.947 0.994 0.966 0.993
P16 0.971 0.969 0.945 0.991 0.958 0.984
Qo1 0.963 0.925 0.865 0.931 0.865 0.884
Q02 0.961 0.962 0.885 0.869 0.777 0.952
Q03 0.906 0.874 0.823 0.859 0.842 0.899

Media 0.974 0.961 0.931 0.974 0.944 0.979

Desvio 0.019 0.026 0.038 0.043 0.057 0.034
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Figura 26. AAC para diferentes classificadores, segundo 0 sensor.

O desempenho de todos os classificadores é muito bom, de forma que as diferencas entre eles
sdo pequenas em relacdo ao resultado médio. O classificador Bayes apresenta o melhor
resultado para nove dos sensores, enquanto o FBR é o melhor para oito dos sensores e 0 3NN
para os trés restantes. Mesmo com diferencas pequenas, os melhores resultados (maior valor
de AAC) correspondem aos classificadores FBR, Bayes e 3NN. O desempenho pior foi o da

regra de decisdo, levemente superado pelo SVM e pela arvore.

Os classificadores de Arvore, Regra e SVM, por terem desempenho médio inferior, sdo
considerados menos interessantes. Mas antes de concluir sobre o classificador mais
conveniente, é interessante analisar a aplicacdo dos diferentes tipos de classificadores desde as
suas idéias de base. O classificador Naive Bayes, apresentado na sec¢do 6.3.4, assume que 0S
dados fazem parte de uma distribuicdo de probabilidades cujos pardmetros sdo definidos a
partir dos dados de treinamento e segundo eles é decidida a resposta dos testes.
Adicionalmente, supde-se independéncia estatistica entre as componentes do espaco de
entrada. Comumente a hipotese de independéncia ndo se verifica, mas tem sido comprovado

em aplicacbes diversas que isso ndo prejudica o desempenho do classificador em quanto a
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decisdo sobre a classe escolhida, embora comprometa o significado dos valores de
probabilidade de pertenca a cada classe (FACELI et al., 2011).

Quanto ao tipo de distribuicdo, para os calculos anteriores foi assumida a distribuicdo normal,
como feito corriqueiramente. Mas ao analisar a verdadeira distribuicdo dos valores dos
vetores de caracteristicas, como as apresentadas na Figura 24, isso nao se verifica. A maioria
dos valores das caracteristicas extraidas ndo tem comportamento normal, descumprindo a
hipdtese inicial da aplicacdo do classificador Naive Bayes. Ainda ao tentar substituir a
distribuicdo normal, nenhum tipo distribuicdo ajusta bem os dados das diferentes
caracteristicas e sensores simultaneamente. Os resultados em termos do desempenho do
sistema de reconhecimento de padrbes usando o classificador Naive Bayes podem ser bons
devido a que as duas classes tém intervalos de valores mais comuns bem diferenciados,
especialmente das caracteristicas NCZ e EDW (como destacado na secdo 7.3), mas o
descumprimento da hipétese da distribuicdo de probabilidades gera desconfianca nestes
resultados. Adicionalmente, pode-se prever que com exemplos mais exigentes, para 0s quais
os valores mais comuns das caracteristicas sejam menos diferentes entre as duas classes, o

problema por assumir a priori a distribuicdo de probabilidade pode ser mais significativo.

Entre os outros dois classificadores de melhor desempenho, o FBR cria um modelo do
sistema que nédo pode ser facilmente interpretado, numa RNA de trés camadas, enquanto o
3NN ndo cria modelo algum, pois usa diretamente a base de dados completa para
classificacdo de cada elemento. Considerando também que o desempenho dos dois
classificadores é equivalente, pois a diferenca na média é de ordem de grandeza inferior ao
desvio, é avaliado que o procedimento mais simples é o mais conveniente. Sendo que o
treinamento do FBR implica na adogcdo de parédmetros que modificam o processo de
otimizacdo, com uma complexidade maior que o algoritmo simples do 3NN, sem produzir
nem desempenho melhor nem um modelo facilmente interpretavel, considera-se mais

conveniente usar o classificador 3NN para as analises posteriores.

7.5.RESULTADOS FINAIS DO SISTEMA DE RECONHECIMENTO DE
PADROES

Com base nas analises relativas aos diferentes componentes do sistema de reconhecimento de
padrdes e suas alternativas, é possivel escolher a arquitetura geral do sistema que fornece os

resultados mais interessantes no processo de reconhecimento de sinais adquiridos na auséncia
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de vazamentos ou durante seu surgimento (classes SEM e COM, respectivamente).
Resumindo esses resultados, pode-se definir um sistema de reconhecimento de padrées com

as seguintes etapas sequenciais:

e Segmentacdo e padronizacdo. Segmentacdo em intervalos de 1 minuto ou 240 pontos,

e padronizacdo para valores de -1 a 1, com média 0.

e Extragdo de caracteristicas. Extracdo das caracteristicas NCZ (nimero de cruzamentos
por zero) e EDW (distribuicdo da energia nas componentes da decomposicdo wavelet

discreta, db2, nivel 3) para conformacéao do vetor de 5 elementos NCZ+EDW.

e Classificador. Classificador 3-NN (trés vizinhos mais proximos) padronizando as

entradas e usando distancia euclidiana sem ponderagéo.

O sistema assim constituido é avaliado a seguir, considerando as metodologias de avaliacéo
apresentadas na secdo 6.4. Lembrando que, como nas secOes anteriores, para cada qual dos
sinais independentemente o sistema de reconhecimento foi construido e testado usando a
metodologia de validacdo cruzada com dez blocos (10-fold cross validation), de forma que
para cada sensor tém-se dez testes diferentes. Como nas se¢des anteriores, os resultados a
sequir referem-se as médias dos dez testes realizados como se detalha em cada caso, e 0s

resultados individuais desses testes sdo apresentados no apéndice B.

7.5.1. Matriz de confusao

Em cada um dos testes, do conjunto de 620 exemplos 10% é usado para testes, sendo 31
exemplos SEM e 31 exemplos COM. A repeticdo do processo dez vezes, pela validacdo
cruzada, oferece um total de 620 respostas do sistema, com cada sensor. A matriz de confuséo
dessas 620 respostas é apresentada na Tabela 15 para cada sensor, e também se mostra a

matriz média resultante.
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Tanto as matrizes de confusdo dos sensores individuais quanto a média mostram uma simetria
razoavel com os erros balanceados entre falsos SEM (FS) e falsos COM (FC), descartando
viés na classificacdo. Com base nas matrizes e segundo as definicbes da secdo 6.4.2, 0S

indicadores de desempenho foram calculados para cada um dos sensores e para 0 conjunto

Tabela 15. Matrizes de confuséo totais para cada sensor, e média.

PO1 P02 P03
285 25 305 5 300 10
15 295 11 299 10 300
P04 P05 P06
301 9 297 13 297 13
7 303 19 291 11 299
PO7 P08 P09
299 11 295 15 296 14
8 302 14 296 13 297
P11 P12 P13
299 11 301 9 299 11
8 302 8 302 6 304
P14 P15 P16
296 14 297 13 300 10
15 295 11 299 15 295
Qo1 Q02 Q03
282 28 281 29 264 46
27 283 24 286 47 263
MEDIA
294 16
15 295

todo, e sdo apresentados na Tabela 16 e na Tabela 17.
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Tabela 16. Taxa de acerto, taxa de erro e sensibilidade do sistema, para cada sensor.

Sensor | Taxaacerto | Taxaerro |Sensibilidade
P01 0.935 0.065 0.919
P02 0.974 0.026 0.984
P03 0.968 0.032 0.968
P04 0.974 0.026 0.971
P05 0.948 0.052 0.958
P06 0.961 0.039 0.958
PO7 0.969 0.031 0.965
P08 0.953 0.047 0.952
P09 0.956 0.044 0.955
P11 0.969 0.031 0.965
P12 0.973 0.027 0.971
P13 0.973 0.027 0.965
P14 0.953 0.047 0.955
P15 0.961 0.039 0.958
P16 0.960 0.040 0.968
Qo1 0.911 0.089 0.910
Q02 0.915 0.085 0.906
Q03 0.850 0.150 0.852

Média 0.950 0.050 0.949

Desvio 0.031 0.031 0.032

O nivel geral de acuracia do sistema, medido pela taxa de acerto, € maior que 0.91 para todos
0s sensores com excecdo do sensor Q03. O valor médio, de 0.95, é satisfatoriamente alto. A
taxa de erro € o complemento da taxa de acerto, sendo assim sua média de 0.05. Quanto a
sensibilidade ou taxa de verdadeiros positivos, mostra-se que a proporcdo de exemplos da
classe COM classificados acertadamente € superior a 90% para dados de todos 0s sensores
com excecdo do sensor Q03. Em média essa porcentagem é de 94,9%, portanto somente 5,1%

dos exemplos COM foram classificados errados.

Os falsos positivos correspondem a exemplos SEM erroneamente classificados como COM, e
a taxa de ocorréncia desses casos é de 0.048, em meédia. Ja a especificidade permite avaliar a
capacidade do sistema de identificar os exemplos SEM, calculando a proporcdo desses

exemplos classificados acertadamente, que é de 0.952 em média. A precisdo indica que a
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porcentagem de exemplos classificados como COM que verdadeiramente pertencem a essa
classe é de 95,2%.

Tabela 17. Taxa de falsos positivos, especificidade e precisdo do sistema, para cada sensor e média.

Sensor T;é;;i'é:s Especificid. | Preciséo
PO1 0.048 0.952 0.950
P02 0.035 0.965 0.965
P03 0.032 0.968 0.968
P04 0.023 0.977 0.977
P05 0.061 0.939 0.940
P06 0.035 0.965 0.964
PO7 0.026 0.974 0.974
P08 0.045 0.955 0.955
P09 0.042 0.958 0.958
P11 0.026 0.974 0.974
P12 0.026 0.974 0.974
P13 0.019 0.981 0.980
P14 0.048 0.952 0.952
P15 0.035 0.965 0.964
P16 0.048 0.952 0.952
Qo1 0.087 0.913 0.913
Q02 0.077 0.923 0.921
Q03 0.152 0.848 0.849

Média 0.048 0.952 0.952

Desvio 0.032 0.032 0.032

7.5.2. Area abaixo da curva ROC (AAC)

Para cada um dos sensores pode ser desenhada a respectiva curva ROC, com o eixo horizontal
referente a VC (verdadeiros COM) e o eixo vertical a FC (falsos COM). Na Figura 27 séo
apresentadas, como exemplo, as curvas relativas aos sensores P02, P16 e Q03, enquanto as
dos outros sensores sao mostradas no apéndice C. O indicador de maior interesse nas analises
comparativas neste trabalho é a AAC, cujos valores para cada sensor (na arquitetura definitiva
do sistema) sdo apresentados na Tabela 18.
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Figura 27. Curvas ROC para os sensores P02, P16 e Q03°

° Gréficos gerados no software WEKA, como referido na se¢do 6.5.
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Tabela 18. AAC do sistema para cada sensor, e média.

Sensor Area abaixo
da curva ROC

PO1 0.967
P02 0.990
P03 0.985
P04 0.987
P05 0.974
P06 0.981
P07 0.983
P08 0.974
P09 0.981
P11 0.984
P12 0.987
P13 0.982
P14 0.979
P15 0.981
P16 0.971
Qo1 0.963
Q02 0.961
Q03 0.906

Média 0.974

Desvio 0.019

A AAC (area abaixo da curva ROC), indicador do desempenho do classificador e cujo
maximo tedrico € um (1.0), apresentou valores altos com todos 0s sensores, sendo 0 minimo
0.906 (sensor Q03), 0 maximo 0.990 (sensor P02) e média de 0.974, valor satisfatorio.

7.6. MAGNITUDE DE VAZAMENTO

Um fator importante para a deteccdo de vazamentos é a magnitude deles, em relagdo a vazédo
na rede. Como apresentado na Tabela 2 da se¢éo 5.3, os experimentos foram conduzidos de
maneira a gerar nos exemplos COM diferentes relagcdes entre a vazdo do vazamento (V) e a

vazao no circuito (Q). Para analisar a influéncia da relacdo V/Q no desempenho do sistema de
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reconhecimento de padrdes criado, foi identificada a faixa de valores V/Q a que pertence cada
um dos exemplos usados na etapa de teste dentro do processo de validagcdo cruzada.
Analisando os resultados da classificacdo de cada exemplo para todos os testes, foi calculado
0 nimero de exemplos COM classificados acertadamente (VC) ou ndo (FS) para cada faixa de
valores V/Q, como apresentado na Tabela 19. A sensibilidade ou taxa de verdadeiros
positivos (definida na secéo 6.4.2), é apresentada na Tabela 20. A configuracéo do sistema de
reconhecimento de padrbes é a resumida na secdo anterior, e inclui segmentacdo e

padronizacdo, extracdo do vetor de caracteristicas NCZ+EDW e classificacdo com 3NN.

A tendéncia geral que pode ser predita quanto a sensibilidade do sistema de reconhecimento
de padrdes é que seus valores sejam menores para exemplos com relagdo V/Q baixa e maiores
para os exemplos com relacdo V/Q maior. Porém, valores individuais em alguns sensores ndo
seguem essa tendéncia. Por exemplo, a sensibilidade na faixa de 4% a 5% aparece inferior do
que a de 3% a 4% para 0s sinais de varios sensores, sendo 0 mais critico o Q01 que aparenta
diminuigéo da sensibilidade em 0.11. Para a faixa de V/Q de 9% a 10% aparece na maioria
dos sensores sensibilidade inferior a da faixa anterior (8% a 9%), sendo que essa tendéncia
negativa continua presente ainda nos resultados totais. Uma possivel explicacdo de esse
inesperado resultado poderia ser a ocorréncia dentro de essa faixa de exemplos extraidos de
um experimento com algum erro que tenha gerado corrupgdo dos dados e dificulte sua
classificacdo, mas essa hipdtese ndo foi comprovada nem levada em conta nas andlises

executadas com a mesma base de dados de exemplos.

Ao analisar unicamente os resultados de sensibilidade totais, que consideram todos os testes
de todos os sensores acumulados, vé-se que, com exce¢do da faixa de V/Q de 9% a 10%, a
tendéncia esperada é comprovada, sendo que a sensibilidade do sistema de reconhecimento é
maior para relagdes altas de V/Q do que para relagOes baixas. As diferengas mais importantes
estédo nas faixas inferiores, notando que o incremento na sensibilidade ao aumentar a relagdo
V/Q é muito mais marcado até as relacdes de 6%, depois da qual a sensibilidade estabiliza-se.
N&o pode deixar de ser levado em consideracao que, ainda para os exemplos com V/Q < 3% a
sensibilidade é muito alta (0.83) e ja com exemplos de V/Q de 4% essa sensibilidade atinge o
0.9. Assim, mesmo sensivel a magnitude do vazamento, o desempenho do sistema de

reconhecimento de padrbes proposto mantém-se razoavel mesmo para valores V/Q < 3%.



106

Tabela 19. Indicadores VC e FS do sistema de reconhecimento calculados para os diferentes valores de

V/Q usados nos testes.

. Relacdo V/Q (%0)
Sensor | Indic. Total
<3 | 3-4|4-5|5-6|6-7|7-8]8-9(9-10|10-11( >11
P01 VC 2 29 40 37 30 36 29 35 32 15 285
FS 8 4 11 2 0 0 0 0 0 0 25
VC 8 36 52 35 28 34 33 36 29 14 305
POz FS 0 0 1 1 0 0 0 3 0 0 5
VC 10 31 45 36 32 39 29 31 34 15 302
Pos FS 0 2 3 1 0 0 0 2 0 0 8
VC 10 32 49 36 30 36 29 32 32 15 301
Po4 FS 0 1 2 3 0 0 0 3 0 0 9
VC 7 26 47 38 30 36 29 35 32 15 295
PO5 FS 3 7 4 1 0 0 0 0 0 0 15
VC 9 29 53 38 34 32 31 31 32 12 301
PO FS 1 2 2 1 0 0 0 3 0 0 9
VC 10 31 45 40 30 38 23 32 33 13 295
PO FS 1 2 5 2 1 0 0 4 0 0 15
VC 8 28 47 39 30 36 29 34 32 15 298
PO FS 2 5 4 0 0 0 0 1 0 0 12
VC 6 26 44 39 37 36 29 34 29 16 296
Pos FS 2 5 6 0 0 0 0 0 1 0 14
VC 9 32 46 38 30 36 29 31 32 15 298
PiL FS 1 1 5 1 0 0 0 4 0 0 12
VC 11 30 50 37 24 32 34 34 32 17 301
P12 FS 0 1 3 1 0 0 0 4 0 0 9
VC 9 30 46 38 30 36 29 35 32 15 300
P13 FS 1 3 5 1 0 0 0 0 0 0 10
VC 9 24 48 41 28 33 26 37 34 16 296
P14 FS 3 6 3 1 0 0 0 1 0 0 14
VC 10 32 47 38 30 36 29 34 30 14 300
P1s FS 0 1 4 1 0 0 0 1 2 1 10
VC 10 30 48 37 30 36 29 32 31 14 297
P16 FS 0 3 3 2 0 0 0 3 1 1 13
VC 6 32 44 37 29 36 29 35 32 15 295
Qo1 FS 4 1 7 2 1 0 0 0 0 0 15
002 VC 6 28 46 36 26 31 32 35 28 16 284
FS 4 4 5 4 1 4 1 2 1 0 26
003 VC 7 32 50 34 30 35 25 30 26 14 283
FS 1 3 3 5 3 0 5 3 3 1 27
TOTAL VC 147 | 538 | 847 | 674 | 538 | 634 | 523 | 603 | 562 266 -
FS 31 51 76 29 6 4 6 34 8 3 -
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Tabela 20. Sensibilidade (taxa de verdadeiros positivos) para os diferentes valores de V/Q usados nos

testes.

Relacéo V/Q (%)
Sensor
<3 | 3-4|4-5|5-6|6-7|7-8|8-9]9-10(10-11| >11
P01 0.20{ 0.88/ 0.78/ 095/ 1.00f 100/ 1.00f 1.00f 1.00{ 1.00
P02 1.00 1.00f 0.98f 0.97| 1.00f 1.00f 1.00{ 0.92| 1.00f 1.00
P03 1.00{ 0.94 0.94| 097 100{ 1.00{ 100/ 0.94| 1.00f 1.00
P04 1.00, 0.97| 0096/ 092 1.00f 1.00f 1.00{ 0.91] 1.00f 1.00
P05 0.70{ 0.79] 0.92| 097, 100/ 100/ 1.00f 1.00f 1.00{ 1.00
P06 090 0.94| 096 097 1004 1.00f 1.00f 0.91f 1.00f 1.00
P07 0.91| 094 0090/ 0095 097/ 100 1.00f 0.89 1.00{ 1.00
P08 0.80 0.85/ 0.92| 1.00f 100/ 1.00f 1.00f 0.97 1.00f 1.00
P09 0.75| 0.84| 0.88/ 1.00/ 1.00f 100/ 1.00f 1.00f 097 1.00
P11 0.90f 0.97| 0.90{ 097 1004 1.00f 1.00f 0.89| 1.00f 1.00
P12 1.00f 0.97| 0094 097, 1.00f 1.00f 1.00f 0.89] 100/ 1.00
P13 090 0.91] 0.90{ 097 1004 1.00f 1.00f 1.00{ 1.00f 1.00
P14 0.75| 0.80| 0.94| 098] 100/ 1004 1.00f 097 1.00{ 1.00
P15 1.00 0.97| 092 097 1.00f 1.00f 1.00f 097 0.94] 0093
P16 1.00f 0.91] 0.94| 0.95 1.00{ 1.00{ 100/ 0.91] 0097/ 093
Qo1 0.60f 0.97| 0.86| 095 097/ 1.00f 1.00f 1.00{ 1.00 1.00
Q02 0.60[ 0.88/ 090/ 0.90| 096/ 089 097 095 097 1.00
Q03 0.88| 0.91| 094 0487 091/ 1.00f 0.83] 091 090 0.93
Total 0.83| 091 092 096/ 099 099 099 095 099 0.99
1.00
0.95
0.90
0.85
2 080 -
=
E 0.75 -
:3%’ 0.70 -
0.65 -
0.60
0.55 -
0.50 -
<3 ‘ 3-4 ‘ 4-5 ‘ 5-6 ‘ 6-7 ‘ 7-8 ‘ 8-9 ‘ 9-10 ‘ 10 - 11 ‘ >11
Relacéo V/Q (%)

Figura 28. Sensibilidade (taxa de verdadeiros positivos) para diferentes valores de V/Q, total.
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8. CONCLUSOES

Neste trabalho foi desenvolvido um sistema de reconhecimento de padrdes para a detecgéo de
vazamentos em rede de abastecimento de agua sob pressdo pela analise dos sinais, cujas

conclusdes sdo aqui apresentadas.

Como conclusdo da revisdo bibliografica, foram classificadas as principais técnicas de
deteccdo de vazamentos propostas no ambito da engenharia hidréaulica, e identificou-se que o
conjunto de técnicas mais promissor para sua implantacdo em sistemas reais € o baseado na
analise de sinais durante a operacdo do sistema. A principal vantagem dessas técnicas é ndo
dependerem do conhecimento detalhado do sistema (necessario para o uso de modelos
hidraulicos) nem das restritas condi¢cGes nas quais as analises do transitério sdo aplicaveis.
Porém, seu objetivo é a deteccdo de novos vazamentos, e ndo a localizacdo exata nem a
identificacdo de vazamentos existentes. Conclui-se também que apesar dos avancos realizados
ainda ndo existe uma solucéo final e ha muitas ferramentas que podem conduzir a melhores
resultados e devem ser pesquisadas, dentre elas o uso de sistemas de reconhecimento de

padroes.

Foi adaptado e utilizado o circuito hidraulico experimental, localizado no laboratério de
hidraulica ambiental do centro de recursos hidricos e ecologia aplicada (CRHEA). O circuito
consiste numa rede de tubulacdes em policloreto de vinila (PVC) para o escoamento de agua
sob pressdo, e conta com monitoramento automatico de pressdes e vazbes através de 18

sensores ligados a um sistema de aquisicdo de dados.

Foram executados repetidamente experimentos de duas classes: durante regime permanente
sem promover nenhuma mudanga no sistema (SEM) e simulando o inicio de um vazamento
com a abertura de um pequeno registro (COM). Os sinais adquiridos constituiram a base de
dados usada para todas as andlises, com 310 exemplos de cada classe, obtidos com diferentes
vazdes no circuito (Q) e, no caso dos exemplos COM, diferentes vazdes de vazamento (V).
Assim, os exemplos COM representam diferentes magnitudes de vazamento, com relacdo
V/Q de 2% até 13%.

O sistema de reconhecimento de padrdes é composto por trés etapas sequenciais: segmentacao
e padronizacdo, extracdo de caracteristicas e classificacdo. Depois de conformado o sistema, a
entrada é um sinal de pressdo ou vazao adquirido e a saida obtida, depois das trés etapas antes

mencionadas, € a classe a que o exemplo pertence: SEM ou COM. Assim, 0 sistema permite
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determinar, com certo grau de acurécia, se um novo sinal corresponde com uma situacdo de
inicio de vazamento ou ndo. No presente trabalho essa avaliacdo foi feita sempre sobre uma
base de dados conformada previamente, mas o sistema desenvolvido poderia ser aplicado a
analise de sinais continuos, em tempo real, precisando para tanto ajustes na rotina

computacional.

Para as andlises referentes as diferentes componentes do sistema foi aplicado o processo de
treinamento e teste do sistema de reconhecimento completo, com os sinais adquiridos nos 18
sensores localizados ao longo do circuito independentemente, produzindo indicadores de
desempenho individuais. Adicionalmente, cada avaliacdo foi feita usando a metodologia de
validagdo cruzada com dez blocos, sendo a média das dez repeti¢bes o indicador utilizado em

cada caso.

Quanto as primeiras etapas do sistema de reconhecimento de padrdes, a segmentacdo e
padronizacéo, os sinais adquiridos foram divididos em segmentos de dura¢do 1 minuto ou 240
valores (taxa de amostragem de 4 amostras/s) e cada segmento constitui um exemplo de uma
das classes. Visando a garantir a capacidade de generaliza¢do do sistema, as analises foram
focadas no comportamento dos sinais e ndo nas grandezas medidas; assim, cada exemplo foi

padronizado de forma que a média fosse 0 e os valores do sinal estivessem entre -1 e 1.

No referente a extracdo de caracteristicas, comprovou-se que esta etapa permitiu converter um
sinal de grande dimensdo a uma representacdo de dimensdo muito menor (vetor de
caracteristicas) e que permite a classificacdo com acuracia ainda maior que 0s sinais originais
(SIN). As caracteristicas consideradas foram energia (ENE), entropia (ENT), nimero de
cruzamentos por zero (NCZ) e distribuicdo da energia nas componentes da decomposicao
wavelet (EDW), sendo as trés primeiras calculadas no dominio do tempo e a ultima baseada

na transformada wavelet.

Em referéncia ao calculo da caracteristica EDW, foi assumido o uso da fun¢do Daubechies
(db 2), e avaliado o nivel de decomposicdo wavelet mais conveniente, considerando que
maiores niveis correspondem a maior resolugdo na frequéncia, mas maior custo
computacional além de menor resolugdo temporal. Conclui-se que o uso da decomposicédo até
o nivel 3, forneceu desempenho médio maior ao fornecido pelo nivel 2 e equivalente aos
relativos aos niveis 4 e 5. Adicionalmente foi comparado o uso da transformada wavelet
packet ao invés da transformada wavelet discreta, com o intuito de obter maior detalhamento
para frequéncias altas. Concluiu-se que as informacGes adicionais fornecidas pela

transformada packet n&o conduziram a melhorias no desempenho do sistema de
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reconhecimento. Foi notado que depois da decomposicdo wavelet (tanto discreta quanto
packet) a maior energia estd concentrada na componente de menor frequéncia para os
exemplos COM, ao contrario dos exemplos SEM, sendo assim essa componente mostrou-se a
mais Util na distingdo entre exemplos das duas classes. Considerando o anterior, foi concluido
que para o célculo da caracteristica EDW, na etapa de extracdo de caracteristicas do sistema
de reconhecimento de padrdes, fosse usada a decomposicdo wavelet discreta, com a fungéo
db2, até nivel 3.

Os valores de cada qual das quatro caracteristicas nas duas classes foram analisadas e foi
também avaliado o desempenho do sistema de reconhecimento de padrdes com o uso das
caracteristicas isoladas e combinadas. Concluiu-se que as caracteristicas ENE e ENT foram as
menos interessantes para o sistema, enquanto a mais interessante foi EDW, seguida de NCZ.
Ao avaliar o uso do vetor de caracteristicas TOD, conformado pela combinacdo das quatro
caracteristicas, o desempenho do sistema foi equivalente ao obtido usando o vetor de
caracteristicas da combinacdo NCZ+EDW, portanto, o aporte das caracteristicas ENE e ENT
ao processo de reconhecimento nado é significativo. Foi concluido que na etapa de extracéo de

caracteristicas fosse calculado o vetor NCZ+EDW como representacéo de cada sinal.

Para a etapa de classificacdo foram avaliados seis algoritmos diferentes e foi comparado o
desempenho do sistema de reconhecimento de padrdes usando cada qual. Antes da
comparacdo, foi analisado o pardmetro K do algoritmo KNN, ou nimero de vizinhos mais
préximos, concluindo pela utilizacdo do valor de K = 3. O desempenho do sistema com base
nos seis classificadores utilizados (3NN, arvore, Naive Bayes, SVM e FBR) ¢ alto, sendo que
as diferencas entre eles sdo de ordem de grandeza menor a de cada resultado. Os
classificadores correspondentes aos melhores desempenhos médios sdo o FBR (rede neural
com fungdes de base radial), Naive Bayes e 3NN (3 vizinhos mais proximos). Desempenho
médio inferior foi obtido usando arvore de decisdo, regra de decisdo e SVM (Méaquina de
vetor suporte). Analisando os classificadores de melhor desempenho, foi concluido que os
resultados com o Naive Bayes perdem confiabilidade por ndo serem cumpridas as hipoteses
originais quanto a distribuicdo de probabilidade dos valores das caracteristicas utilizadas. Por
outro lado, tanto FBR quanto 3NN apresentam desempenhos semelhantes, mas nenhum dos
dois fornece um modelo interpretavel do sistema, razdo pela qual a escolha foi feita pela
menor complexidade, concluindo o uso do algoritmo 3NN para a etapa de classificagéo.

Assim, foi concluido que a melhor arquitetura para o sistema de reconhecimento de padrdes
era: segmentagdo e padronizacdo, extracdo do vetor de caracteristicas NCZ+EDW, e
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classificagdo com 3NN. O sistema foi avaliado com os sinais obtidos de cada sensor
individualmente, segundo diferentes indicadores de desempenho produzindo os seguintes
resultados médios: taxa de acerto de 95.0%, sensibilidade de 94.9%, taxa de falsos positivos
de 4.8%, especificidade de 95.2%, precisdo de 95.2% e area abaixo da curva ROC (AAC) de
0.974. Tais resultados indicam um desempenho consistente e de alta acuracia do sistema de
reconhecimento de padrdes proposto.

Adicionalmente, foi avaliada a influéncia da magnitude do vazamento sobre processo de
deteccdo. Para tanto, depois de treinar e testar o sistema de reconhecimento de padrdes com
todos os exemplos, foi calculada a sensibilidade (taxa de verdadeiros positivos) discriminada
segundo a relacdo V/Q dos exemplos de teste. Embora a variagdo néo seja igual para todos os
sensores, em média verifica-se que o0 aumento na relacdo de V/Q esta relacionado com um
aumento na sensibilidade. As diferencas mais importantes estdo nos exemplos de menor
magnitude, com relacdes V/Q de 3% até 6%, para relacGes de valores superiores a 6% a
sensibilidade ndo aumentou significativamente. Porém, para relacdes inferiores a 3%, a
sensibilidade média é de 82.6% e para aqueles com V/Q > 4% a sensibilidade é superior a
90%. Assim, mesmo sensivel a magnitude do vazamento, o desempenho do sistema proposto

se mantém razodvel mesmo para valores V/Q < 3%.

Como mostrado, o sistema de reconhecimento de padrfes proposto produziu resultados
animadores para o problema de deteccdo de vazamentos para o qual foi projetado. Por ser este
um trabalho de exploragdo de uma nova metodologia, foram estabelecidos limites ao
problema de deteccdo, desconsiderando, por exemplo, otimizacdo da segmentacdo para
aplicagdo em tempo real, as variagdes nas condi¢des do escoamento por razdes diferentes ao
vazamento ou diferentes localiza¢cGes do vazamento. Recomenda-se a incorporacdo de novas
condicBes para comprovar a resposta do sistema proposto, com 0S ajustes necessarios.
Considerando os resultados obtidos e a grande quantidade de ferramentas de analise de sinais
e aprendizado de méaquina, das quais s6 algumas foram aplicadas neste trabalho, recomenda-
se em geral a exploracdo dessas ferramentas de anélise para a deteccdo de vazamentos em

sistemas reais de distribuicdo de agua para abastecimento.
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APENDICE A. HISTOGRAMAS DOS VALORES DAS CARACTERISTICAS
EXTRAIDAS DOS SINAIS PARA TODOS OS SENSORES
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CLASSE
Jcom
[] sem

160 ENE
0 T I T I T I T T I T
0 20 40 60 80 100
160 ENT
R _J(ILL
0 T I T I T I T T I T
2 3 4 5 7 8
160 NCZ
80 A
O . LA B e
0 20 40 60 80 100 120 140
160 EDW - A3
B JL-; ﬂ
0 I T I T I T I T I I T I T
0 15 30 45 60 75 90
160 EDW - D3
B ’J—l}‘;‘m
- _n_l_\—'_'_'_'_—\_‘—\ﬁ\_
0 T T T T T T T T T T T T
0 10 20 30 40 50 60
160 EDW - D2
80
0 -“F———TFTFFTT T T
0 10 20 30 40 50 6 7
160 EDW - D1
80 -
0 .
0 10 20 30 40 50 60

Frequéncia (quantidade de exemplos). Sensor P04

117

160 ENE
BO-FLJJ—\_LI—»—""—\—'—\__‘
0 T I T I T I T I T I T
0 20 40 60 80 100 120
160 ENT
80 A
0 T I T I T I T I T I T
2 3 4 5 6 7 8
160 NCZ
80 -
O T T T T r T T T
0 20 40 60 80 100 120 140

160

EDW - A3

160

CLASSE
(] com
[] sem

0 10 20 30 40 50
160 EDW - D2
80 |
0 | T | T | T | T | 'l__ll_ T | T
0 10 20 30 40 50 60 70
160 EDW - D1
80
0 .
0 10 20 30 40 50 60




118

160 ENE 160 ENE
80 80 -
055 ",‘f.ﬁm,qa.’*, — 0 L
0O 20 40 60 80 100 120 0 20 40 60 80 100 120
160 ENT 160 ENT
80 1 80
0 T | T | T | T | T I T O T | T | T | T | T I T
(o]
1o 2 3 4 5 6 7 8 8 2 3 4 5 6 7 8
[a
S 160 NCZ - 160 NCZ
2 c
[<b]
& 80 - 3 80 -
g g
(@]
B_ 0I'I'I'I'I'I'I'I E_ 0I'I'I'I'I'I'I'I
= 0 20 40 60 80 100 120 140 = 0 20 40 60 80 100 120 140
(] (3]
X - X -
= 160 EDW - A3 b . EDW - A3
(3] (3]
© ©
: R : B JJ;LELE—\_ f‘lj_‘
4] (15
= - M =
b )
% 0'| T T LI | T T T T T T T T T % O T T T T T T T T T T T T T T
= 0 15 30 45 60 75 90 = 0 15 30 45 60 75 90
N—r N—r
e 160 EDW - D3 < 160 EDW - D3
[&] (&)
c c
<% <%
= 801 = 80
£ : &
0- 0 T T T T T T T T T T T T T
0 10 20 30 40 50 60 0 10 20 30 40 50 60
160 EDW - D2 160 EDW - D2
80 80 A
O 7771 1T 71 0 -f—T—FTFTT 7
0 10 20 30 40 50 60 70 0 10 20 30 40 50 60 70
160 EDW - D1 160 EDW - D1
B Jj]{:\l"“m 7
O 7—F7T 7 7 1 T 1 0 L—FrT——
0 10 20 30 40 50 60
CLASSE CLASSE 0 10 20 30 40 50 60
[] sem ] SEM




Frequéncia (quantidade de exemplos). Sensor P07

160 ENE
80 -
0 Mbﬁ?‘:ﬂ?\ﬁ ——
0 20 40 60 80 100
160 ENT
B /J:r{::g—’ll
0 T | | T | T | T | T
2 3 4 5 6 7 8
160 NCZ
80
0 | L 1T TT T T T T
0 20 40 60 80 100 120 140
160 EDW - A3
80 -
0 T T T T T T T T T T T T
0 15 30 45 60 75 90
160 EDW - D3

80 E
1 __,—'_"'_'_'_\_'_—L\_\_
0 T 1T 771 7717 7T 17T T
0 10 20 30 40 50 60

160 EDW - D2
80 -
0
0 10 20 30 40 50 60 70
160 EDW - D1
80
0_
0 10 20 30 40 50 60

CLASSE
[]com
[ sem

Frequéncia (quantidade de exemplos). Sensor P08

160

119

ENE

80 1

! T
0 200 40 60 80 100 120
ENT

160

. &

160

80 1

UL L
0 20 40 60 80 100 120 140

EDW - A3

160

8Oi ’J—\E“:'_\_‘—"\_"'—LL

160

80

160 EDW - D2

80

L e AL LA B
0 10 20 30 40 50 60 70

160 EDW - D1

80 ~

CLASSE
] com
[] SEM

S S

0 10 20 30 40 50 60



120

Frequéncia (quantidade de exemplos). Sensor P09
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Frequéncia (quantidade de exemplos). Sensor Q02
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APENDICE B. DESEMPENHO DO SISTEMA DE RECONHECIMENTO DE
PADROES PROPOSTO, RESULTADOS INDIVIDUAIS DA VALIDACAO

CRUZADA
Sensor | Iterag. VC FS FC VS % acerto| AAC
1 29 2 0 31 96.77% | 0.965
2 28 3 2 29 91.94% | 0.969
3 29 2 1 30 95.16% | 0.960
4 30 1 2 29 95.16% | 0.977
PO1 5 30 1 0 31 98.39% | 1.000
6 26 5 1 30 90.32% | 0.967
7 27 4 6 25 83.87% | 0.920
8 30 1 0 31 98.39% | 0.999
9 28 3 0 31 95.16% | 0.975
10 28 3 3 28 90.32% | 0.939
1 31 0 0 31 100.00% | 1.000
2 31 0 0 31 100.00% | 1.000
3 31 0 1 30 98.39% | 1.000
4 30 1 2 29 95.16% | 0.981
P02 5 30 1 2 29 95.16% | 0.996
6 31 0 1 30 98.39% | 0.984
7 31 0 1 30 98.39% | 0.982
8 31 0 1 30 98.39% | 0.999
9 30 1 1 30 96.77% | 0.983
10 29 2 2 29 93.55% | 0.979
1 31 0 0 31 100.00% | 1.000
2 31 0 0 31 100.00% | 1.000
3 31 0 2 29 96.77% | 0.968
4 30 1 2 29 95.16% | 0.979
P03 5 30 1 1 30 96.77% | 0.981
6 30 1 1 30 96.77% | 0.982
7 29 2 2 29 93.55% | 0.966
8 31 0 0 31 100.00% | 1.000
9 29 2 1 30 95.16% | 0.997
10 28 3 1 30 93.55% | 0.980
1 31 0 0 31 100.00% | 1.000
2 31 0 0 31 100.00% | 1.000
3 31 0 2 29 96.77% | 0.983
4 30 1 1 30 96.77% | 0.997
P04 5 29 2 1 30 95.16% | 0.980
6 31 0 1 30 98.39% | 0.982
7 30 1 1 30 96.77% | 0.966
8 30 1 0 31 98.39% | 0.984
9 29 2 0 31 96.77% | 0.999
10 29 2 1 30 95.16% | 0.980
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Sensor | Iterag. VvC FS FC VS % acerto| AAC
1 29 2 2 29 93.55% 0.980

2 30 1 0 31 98.39% 0.983

3 30 1 3 28 93.55% 0.960

4 31 0 1 30 98.39% 0.998

P05 5 30 1 2 29 95.16% 0.966
6 29 2 3 28 91.94% 0.947

7 29 2 4 27 90.32% 0.939

8 29 2 0 31 96.77% 0.997

9 30 1 2 29 95.16% 0.993

10 30 1 2 29 95.16% 0.979

1 30 1 0 31 98.39% 0.998

2 31 0 0 31 100.00% | 1.000

3 31 0 2 29 96.77% 0.983

4 29 2 1 30 95.16% 0.981

P0G 5 30 1 2 29 95.16% 0.980
6 31 0 1 30 98.39% 0.983

7 30 1 1 30 96.77% 0.982

8 29 2 1 30 95.16% 0.981

9 29 2 1 30 95.16% 0.981

10 27 4 2 29 90.32% 0.944

1 30 1 0 31 98.39% 0.998

2 31 0 0 31 100.00% | 1.000

3 30 1 2 29 95.16% 0.982

4 28 3 0 31 95.16% 0.963

PO7 5 30 1 1 30 96.77% 0.981
6 30 1 1 30 96.77% 0.967

7 30 1 1 30 96.77% 0.981

8 30 1 0 31 98.39% 0.983

9 31 0 2 29 96.77% 0.997

10 29 2 1 30 95.16% 0.978

1 31 0 1 30 98.39% 0.983

2 31 0 0 31 100.00% | 1.000

3 31 0 2 29 96.77% 0.967

4 28 3 2 29 91.94% 0.974

P08 5 29 2 0 31 96.77% 0.983
6 27 4 2 29 90.32% 0.931

7 30 1 2 29 95.16% 0.979

8 29 2 2 29 93.55% 0.961

9 29 2 2 29 93.55% 0.978

10 30 1 1 30 96.77% 0.981

1 30 1 1 30 96.77% 0.998

2 31 0 0 31 100.00% | 1.000

3 31 0 2 29 96.77% 0.967

4 28 3 1 30 93.55% 0.994

P09 5 29 2 2 29 93.55% 0.964
6 29 2 1 30 95.16% 0.950

7 31 0 3 28 95.16% 0.982

8 29 2 0 31 96.77% 0.998

9 30 1 1 30 96.77% 0.982

10 28 3 2 29 91.94% 0.976




Sensor | Iterag. VC FS FC VS % acerto| AAC
1 30 1 0 31 98.39% 0.998

2 29 2 0 31 96.77% 0.996

3 31 0 2 29 96.77% 0.967

4 30 1 0 31 98.39% 0.982

P11 5 30 1 1 30 96.77% 0.982
6 30 1 1 30 96.77% 0.966

7 30 1 1 30 96.77% 0.996

8 31 0 1 30 98.39% 0.983

9 29 2 0 31 96.77% 0.996

10 29 2 2 29 93.55% 0.977

1 31 0 0 31 100.00% | 1.000

2 31 0 0 31 100.00% | 1.000

3 31 0 2 29 96.77% 0.984

4 29 2 2 29 93.55% 0.980

P12 5 30 1 1 30 96.77% 0.980
6 30 1 1 30 96.77% 0.967

7 30 1 1 30 96.77% 0.982

8 30 1 0 31 98.39% 0.999

9 30 1 0 31 98.39% 0.999

10 29 2 1 30 95.16% 0.981

1 30 1 0 31 98.39% 0.982

2 30 1 0 31 98.39% 0.983

3 31 0 0 31 100.00% | 1.000

4 30 1 0 31 98.39% 0.983

P13 5 29 2 2 29 93.55% 0.980
6 27 4 1 30 91.94% 0.946

7 29 2 2 29 93.55% 0.948

8 31 0 0 31 100.00% | 1.000

9 31 0 0 31 100.00% | 1.000

10 31 0 1 30 98.39% 1.000

1 31 0 0 31 100.00% | 1.000

2 31 0 0 31 100.00% | 1.000

3 28 3 1 30 93.55% 0.951

4 28 3 1 30 93.55% 0.978

P14 5 31 0 2 29 96.77% 0.998
6 27 4 2 29 90.32% 0.930

7 29 2 4 27 90.32% 0.971

8 30 1 1 30 96.77% 0.998

9 30 1 2 29 95.16% 0.979

10 31 0 2 29 96.77% 0.981

1 30 1 1 30 96.77% 0.997

2 30 1 1 30 96.77% 0.996

3 31 0 2 29 96.77% 0.981

4 30 1 1 30 96.77% 0.997

P15 5 30 1 0 31 98.39% 0.999
6 27 4 1 30 91.94% 0.918

7 30 1 3 28 93.55% 0.959

8 29 2 0 31 96.77% 0.998

9 30 1 1 30 96.77% 0.982

10 30 1 1 30 96.77% 0.981
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Sensor | Iterag. VC FS FC VS % acerto| AAC
1 30 1 1 30 96.77% 0.982

2 31 0 0 31 100.00% | 1.000

3 30 1 3 28 93.55% 0.945

4 31 0 2 29 96.77% 0.980

P16 5 31 0 1 30 98.39% 0.999
6 29 2 2 29 93.55% 0.932

7 29 2 4 27 90.32% 0.943

8 31 0 0 31 100.00% | 1.000

9 29 2 0 31 96.77% 0.968

10 29 2 2 29 93.55% 0.964

1 28 3 1 30 93.55% 0.974

2 27 4 2 29 90.32% 0.938

3 27 4 2 29 90.32% 0.968

4 30 1 4 27 91.94% 0.972

Qo1 5 29 2 3 28 91.94% 0.944
6 22 9 2 29 82.26% 0.932

7 30 1 4 27 91.94% 0.968

8 29 2 1 30 95.16% 0.977

9 31 0 3 28 95.16% 0.978

10 29 2 5 26 88.71% 0.977

1 28 3 4 27 88.71% 0.950

2 29 2 4 27 90.32% 0.959

3 26 5 0 31 91.94% 0.944

4 30 1 3 28 93.55% 0.980

Q02 5 27 4 1 30 91.94% 0.961
6 27 4 2 29 90.32% 0.950

7 27 4 3 28 88.71% 0.937

8 29 2 2 29 93.55% 0.963

9 30 1 2 29 95.16% 0.993

10 28 3 3 28 90.32% 0.975

1 29 2 6 25 87.10% 0.956

2 25 6 2 29 87.10% 0.928

3 24 7 8 23 75.81% 0.802

4 26 5 6 25 82.26% 0.888

Q03 5 26 5 5 26 83.87% 0.915
6 21 10 2 29 80.65% 0.900

7 27 4 5 26 85.48% 0.892

8 29 2 3 28 91.94% 0.933

9 29 2 6 25 87.10% 0.906

10 28 3 4 27 88.71% 0.935
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APEDICE C. CURVA ROC DO CLASSIFICADOR NO SISTEMA DE
RECONHECIMENTO DE PADROES PROPOSTO (TODOS OS SENSORES)
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PO7
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P16
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