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Resumo 

Neste trabalho é proposto um sistema de auxílio ao diagnóstico do câncer de 

mama para detecção de lesões não palpáveis de mama através da utilizaçiío de atributos 

de textura. O trabalho é composto de 3 etapas: segmentação caracterização e detecção. 

Na etapa de segmentação foi realizado a segmentação da região mamária de todo o 

mamograma utilizando técnicas ele morfologia matemática. Na etapa de caracterização 

!'oram ex tra ídos 19 medidas de tcxtura,l3 atributos ele haralick e 6 baseados na 

Transformada Wavelet , calculadas a partir ele regiões de interesse contendo lesões 

mamárias e regiões normais. Foram selecionados os melhores atributos utilizando a 

distância Jellrics Matusita c classificados utilií:ando um classificador K-NN. Na etapa 

de detecçiio foi aplicado o algoritmo desenvolvido a uma base de imagens de lesões não 

palpáveis de mama. Por rim, os resultados obt idos são apresen tados c discutidos a partir 

Je tabelas c curvas ROC e FROC. Os resultados obtidos na detecção das lesões não 

palpúveis furam de ~O% de sensibilidade e 1.47 FP/imagcm utilizando os atributos de 

Haralick c 70% de sensibilidade e 1.96 FP/imagcm utilizando os atributos baseados 

Transformada Wavclcl 
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Abstract 

ln lhe prescnt work, a computer aidcd diagnos is systcm bascd on tcx ture 

features has been proposed to aid in thc cliagnosis of non palpable brcast Jesions. Thc 

work is composed of 3 main stagcs : segmentation, charactcriza tion anel dctcction. In 

lhe segmentation stage, thc breast region is scgmentecl from the whole mamogram using 

mathematical morphology techniques. In thc characterization stagc wcrc ex tractecl 19 

tex turcs measures, 13 from Haralick's fcatures anel 6 based from Wavelet Transform. 

These featurcs wen.: ca lculaled fro m regions of inleresl conlaining brt:asl les ions and 

normal breast rcgions. Wcre selected thc best fca lurcs using Jcffrics Malus ila dislancc. 

Thc images wcrc classifficd using K-NN classificr. In lhe clclcction slagc lhe algorilhm 

devcloped was appliecl to a imagc dalabase conlaining non palpablc breast lesions. AI 

lhe end, lhe Rcsull s wcrc prcscntcd and Discussion was madt:: upon lablc~ and ROC­

FROC curves. Thc resu lts obtaincd werc sensi ti vily = 80% wilh 1.47 f< P/ image with 

Hara lick 's fenlurcs anel scnsitiv ity = 70% and 1.9(> FP/inlétgc with featu1 cs bascd on 

Wavelcl Transform . 
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Capítulo 1 

Introdução 

O processo de diagnóstico médico é bastante complexo, requcmndo a 

integração da info rmaçüo sobre anatomia, fisiologia e histórico médico do paciente. 

O processo de diagnósotico começa com um exame físico e o histórico do paciente. 

Em muitos casos este procedimento é inconclusivo necess itando de algum exame de 

imagem para confirmar ou excluir um diagnóstico. Com a utilização desses exames o 

médico pode visualizar quantitat iva e qualitativamente a infurtHaçiíu sobre anatomia 

e fisiologia. Isto permite aos médicos dignosticar o paciente fis icamente, 

funcion;dmenle c determinar a localizaçüo e ex tensão el as anormalidades potenciais. 

Com o advento da aquisiçào uigita l ele imagens c êiVal iÇOS Clll 

caraciclacles de processamento cmnputacioual tornou-se possível ahorelur o problema 

de diagnósti co automático em imagens medicas. Sob este aspecto o diagnóstico passa 

por uma série de tarefas que vão desde a detecção até a classificaçilo das lesõt:s. 

Primeiramente uma anormal idade deve ser diferenciada ele um ruído de fundo. Em 

seguida a anormalidade deve ser localizada. f inalmente ela deve ser classificada c 

propriedades fí sicas elevem ser quantificadas. 

Vários pesquisadores têm reconhecido o potencial da aplicação dos 

computadores para auxi liar méd icos na tmcfa de clignoslicar doenças. O diagnósti co 

aux i I ia do por computador (C/\ O) serve C (ImO uma "scgu nela npi nião" na detecção ele 

lesões e 11a tomada de decisões diagnóslicas, fi cando o dignóstico fina l sempre a 

cargo do clínico ou radio logista. 

A mamografia, ou seja, a aq uisição ele imagens ela mama através dos 

raios-x, é correntemente o melhor método para a deteção precoce do câncer de mama. 
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Porém entre JO e 30 % das mulheres que têm câncer de mama tiveram resultado 

negativo no exame mamográfico. Em aproximadamente dois terços desses 

mamogramas fal so-negativos, o radiologista falhou na detecção do cftncer que foi 

ev idente retrospectivamentel Bircl-92]. A falha nas detecções pode ser dev ido a 

diversos fatores: it natureza sutil dos achados racliográficos, pobre qualidade da 

imagem, fadiga do observador, etc. Têm sido reportado que a dupla leitura(por dois 

radiologistas) pode aumentar a sensibilidade. Assim um elos objet ivos de um sistema 

de auxílio ao diagnóstico por computador (CAD) é aumentar a eficiência e 

efet ividade elos procedimentos de screcning mamográfico através da utilização de um 

sistema computacional, como um segundo leitor, para indicar locais suspeitos da 

presença ele anormalidade nos mamogramas, propiciando ao radiologista mais um 

dado na consideração final da probahi l idade ou não ela presença de uma lesão. 

Neste trabalho foi desenvolvido um estudo para implementação de um 

sistema CAD para detecção de lesões não palpáveis da mama at ravés da aplicação tla 

nnálise de tex tura dos mamogramas digitalizados. Por considerar-se que a clctecçüo 

precoce é a principal a1ma nu tratamento do câncer ele 1Hama. o sistema desenvolvido 

roi dit ecionado para detecção de lesões nãJ palpáveis. 

No capítulo 2 é mostra do um resumo dos principais ar I igos pu bl icaclos 

na detee<.;ão de lesões da mama. 

O Capítulo 3 aborda as técnicas de análise estatíst ica ele tex tura. 

O Capítulo 4 trata da análise de tex tu ra baseada em wavelcts. 

O Capítu lo S aborda os materiais c métodos uti li zados para a elaboraçüo 

deste trabalho 

Os resu lt ados obtidos estão ap resentados no Capítulo 6. 

No cnpítulo 7 abordamos as discussões e conclusões deste trabalho de 

doutorado. 

Ao final são apresentadas as rererências bibliográficas c o glossário de 

termos. 
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Capítulo 2 

Métodos Computacionais para a Detecção do Câncer de Mama 

Nas últimas duas décadas têm s ido uti lizado um grande número de 

técnicas computacionais para auxiliar radiologistas na detecção c classificação de 

lesões mamárias através da análise de estruturas mamográficas (microcalcificações, 

nódulos e dens idades assimétricas) presentes nos marnogramas. O principal 

objetivo destas técnicas é dar uma segunda opinião aos radiologistas quanto ü 

localização c à natureza destas estruturas.[Gigcr-99) Entretanto apesar da 

comprovada contribuição dacb por alguns destes trabalhos [Nishikawa - 98], [I-Iara -

98], [RoeJu·ig - 98]), principalmente no auxílio à detecção de microcalcificações, 

existem ainda vários problemas que prec i ~am ser solucionados(fKallcrgi - 991). 

O diagnósti co auxil iado por computador pode ser defin ido como um 

diagnóstico fei to por um radiologista que utili za o res ull aclo ele uma análise 

computacional de imagens radiogrúficas como uma segunda opinião na detccçfto de 

lesões c em Jccisücs sobre seu diagnóst ico. 

Embora a mamografia seja atualmente o melhor método para a dt.:icccsüo 

do câncer ele mama, cerca de 10% a 30% das mulheres que têm d 111cer estão sob 

exames mamo gráficos e têm nwmogramas negativosfBai nes-86 J,l Pollci-

87],[ Elmorc-94]. Em aproximadamente 2/3 destes mamogramas falsos negativos o 

radiologista falhou em detectar o cfmccr que foi ev idente retrospecti vamente 

[Buchanan-83 J,l Anclersson-84 J. A falha na detecção pode ser ai ribu ícla a i nú rm:ras 

causas: a natureza sut il dos achados radiológicos, pobre qualidade da imagem, fad iga 

ou falha do radiologista. Tenr sido sugerido a adoção ele uma dupla Jeitura(por dois 

radiologistas) para aume11tar a scnsibi I idade do sistema[Thurljell -94]. 

Se uma região suspeita é detectada por um radiologista, este eleve ex trair 

visualmente várias características radiográficas. Utilizando essas características o 

radiologista decide se a lesão encontrada ~ benigna ou maligna c qual proccdi111ento 
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deve ser adotado com o paciente: a realização de um novo exame radiográfico, o 

acompanhamento anual(ou em período mais curto) ou a realização de biópsia. 

Muitos pacientes são enviados para biópsia quando são detectados agrupamentos de 

microcalcificações ou nódulos. Embora existam regras gerais para diferenciação de 

lesões benignas e malignas ex iste uma considerável variabilidade na interpretação 

dos radiologistas com a utilização das técnicas radiológicas atuais. Em média 

somente 10% a 20% das pacientes que submetem-se a biópsia possuem lesões 

malignaslSickles-S6l,[Kopans-92J. Ass im um outro objetivo do CAD é extrai r e 

analisar objetivamente as características de benignidade c malignidade das lesões 

detectadas na mamografia e auxi liar o radiologista a aumentar sua precisão, 

reduzindo o número ele diagnósticos falso positivos, a morbidacle elo paciente e o 

mímero de biópsias real izadas c de complicações cirÍirgicas associadas. 

A detecção computadorizada envolve a loca lização de regiões suspeitas 

deixando a classificação da lesão totalJ nente a cargo do radiologista. Têm sido 

relatado que na mamografia süo encontrados agrupamentos de microcalcil'icaçõcs em 

cctGt de 30 a 110% dos catcinomas detectados mamogra fi camcntc. Estudos indicam 

que 26% dos canccrcs nao palpáveis apresentam-se mamograficamcnlc como uma 

massa enquanto que IX% apresentam-se como uma massa c 

microcalcificações[Sickles-86]. Assim muitos sistemas computadorizados em 

mamograria s~to desenvolvidos para a d :!tccção de massas ou agrupamentos de 

m icroca lci fi caçõcs. 

Para lintitar a região de busca para a detecção da lesão a região da mama 

deve ser inicia lmente segmentada da imagem. Bick e! al [Bick-95] c Mcndez c1 ai 

l Mendez-96] descreveram métodos que utilizam uma defi nição computacional de 

exposição c não cxposiçito em regiões da imagem para gerar uma borda em torno da 

região da mama. Uma vez definida a região da mama o pré-processamento c a busca 

podem ser direcionados para a região interna da mama para localização das lesões. 
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2.1 Detcq;ão de Micruc;dcificações 

Em um dos primeiros trabalhos sobre detecção automática 

de lesões em 1979, 1 Spc isberger-79] de~envolveu um método para localizaçiío de 

microcalcificações em imagens de mama. Regiões inicia is foram encontradas pela 

busca de máximos locais em termos de densidade ótica. Em seguida a diferença na 

densidade ótica, o desvio padrão na fronteira dos pixels c a medida de compacidade 

foram usadas para eliminar as detecções de falsos positivos. Speisberger demonstrou 

com este trabalho a possibilidade da utilização de um sistema computacional para a 

detecçào de microcalcificações. 

Desde o início da década ele 80 pesquisadores da Universidade de 

Chicago- EU AI Chan-87](Nishikawa-98] têm trabalhado no desenvolvimento de um 

sistema computadorizado para detecção de microcalci ficações em mamogramas. O 

método descrito inicialmente por Chan et al fChan-87), fChan-88J inclui uma etapa 

de pr6-proccssarm:nto denominada técnica Imagem Dikr ença. Has ica rncntc súo 

aplicados duas filtragens espaciais ao mamograma original digitalizado. i\ primeira 

filtragem rea lça a razão sinal/ruído das microcalcificações c a segunda(rea lizada pt: la 

aplicação de fill ro~ de contraste reverso, m~dianos c box-rim) suprime esta razão. i\ 

diferença entre as duas imagens processadas resultantes é uma imagem na qunl as 

variac,;ocs de densidade do fundo são largamente removidas. Um filtro espacial é 

utili zado para realçar as nlicrocalcifica~ôcs c urn outro filtro é utili zado para ajuste de 

tamanho c contraste de uma microcalcif'icação típica. Após a aplicação da Imagem 

Dil'cre n~a as microcalcificações são segmentadas através de um " tlireshold" de níve l 

de ci nza global e aplicação de técnicas locais de threshold . Com o "tlireslwld" 

global uma porcentagem pré selecionada dos pixd s, com va lores situados na fai xa 

mais alta dos níve is ele cinza, são retidos enquanto todos os outros são modificados 

para um valor constante. No " threslwld" local a média e o desvio padrão são 

determinados dent ro de um núcleo quadrado centrado no pixel de interesse para 

determinar as flutua~õcs de ruído ele fu ndo local. Se um pixel em questão tem um 

valor maior que a média dos pixels por um múltiplo elo desvio padrão então ele é 
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retido. A imagem segmentada é em seguida submetida às técnicas de ext ração de 

características para remover sinais de estruturas que não sejam microcalcificações. A 

seguir cada região de interesse (ROI) que contem características remanescentes ~~ 

correção de fundo ele baixa frequência é caracterizada pelo primeiro momento e por 

seu espectro ele potência definido como a média ponderada da frequência espacial 

radial sobre o espectro de potência bi-climensional [Chan-90). Um filtro ele 

agrupamento [Ni shikawa-~3] é então usado de forma que agrupamentos que 

contenham mais do que um nÍimero pré selecionado de sinais dentro de uma região 

de tamanho pré selecionado sejam retidos pelo computador. Os presentes valores são 

determinados usando um conhecimento a priori de uma base de dados de 

mamogramas normais e anormais. Em adição com o uso da informação extraída no 

tamanho c no contraste de microcalcificações individuais, o número de falso 

positivos foi reduzido em 37% sem perda de sensibilidade. Neste estágio o sistema 

foi testado em uma base de dados de 78 mamogramas(39 normais c 39 anormais), 

al cançando uma sensibilidaue de R5% com aprox imadamente 2.5 fal so positivos por 

11nagem. São utilitaclas ~elas para ·tprcscntação elas regiões suspeitas ao 

radiologista. 

Wu ct ai !Wu-921 utilizou uma rede neural para ext rair dados de 

lllÍCIOcalciricações ele mamogmmas digitais. Uma rede neural propicia uma 

abordagem não algorítmica para processarncnto da informação. Ela simula o caminho 

pelo qual o cérebro humano soluciona problemas não por um algoritmo mas por 

apr~;nd i zagcm de exemplos ap11~scntados repetidamente. A rede neu ra l uti lizada foi 

capaz de distinguir clustcrs de microcalcificações de regiões falso positivas e foi 

capaz de eliminar 50% dos achados fal so positivos. 

Zhang cl ai !Zhang-94] aplicou uma rede neural invariante para 

di stinguir detecções fa lso positivas Je verdadeiro positivas. A entrada desta rede 

neural são os valores elos pixcls dentro de uma ROl. A rede neural alua na 

configuração dos pesos de um filtro espacial. O uso desta rede possibilitou alcançar 

uma sensibilidade ele 85% com taxa de 0.6 agrupamentos fal so posi ti vos por 

1m agem. 
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Chan et ai[Chan-95] descreve-u o uso de uma rede neural ele convolução 

para a detecção ele agrupamentos de microcalcificações. Foram utilizados 52 

mamogramas contendo agrupamentos de microcalcificações. Os agrupamentos foram 

analisados por radiologistas experientes c classificados em dois grupos: um contendo 

microcalcificaçàes sutis e outros contendo microcalcificações med ianas. Esses dois 

grupos foram combinados randomicamente e divididos em dois conjuntos e cada um 

deles util izado alternadamente como conjunto de treinamento ou teste. Regiões de 

Interesse(ROls) contendo possíveis microcalcificações fora m localizadas em cada 

mamograma at ravés de um programa de detecção automática. As ROis de um 

conjunto de mamogramas foram utilizadas para treinar as redes neurais de diferentes 

co11Jigurações pelo metódo back-propagation. A precisão da classificação das redes 

neura is foi ava li acla através de curvas ROC para diversas configurações de rede. A 

área sob a curva ROC foi de 0.9. A rede neural ,treinada, foi incorporada a um 

sistema de detecção para ava liação da melhoria desse sistema. Foi obtida uma 

redução de falso positivos por imagem de 70%. A aná lise de curvas FROC e a 

sensibilidade passou de 87'}~ para C)Q~ com taxa ele de 1.5 agrupamento.;; falo;;o 

positivos por imagem . 

Bankman ct ai [Bankman-93] da Universidade Johns Hopkins utili zou 

um "threslwld" de níveis de cinza para produzir um mapa de contorno para a 

detecção de microcalcirica<;ões. Um dassiricaclor bayesiano é usado para unir cinco 

caracleríslicas ex traídas. Em um conj uu lo de teste de nove mamogramas o algoritmo 

obteve I 00% de sensibilidade c 0.22 agrupamentos fa lso pos itivos por mamograma. 

Yoshida ct ai[ Yoshida··96J da Universidade de Chicago investigou a 

substit uição da técnica de imagem diferença pela Transformada Wavelcl. Foi 

utilizaua uma base de dados ele 39 mamogramas contendo 41 agrupamentos de 

microcalcificações. As imagens foram digita lizadas com IOOpm e JO bits de 

C] llant ização. Foi confi rmado pelos pesquisadores que as escalas 2 c 3 da 

transformada wavelet são as mais representativas das microcalcificações como já 

observado em trabalho antcriorrYoshida-041. O desempenho elo sistema foi medido 

através da análi se de curvas rROC. A s..; nsibilidade em relação 1t técnica Imagem 
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Diferença subiu de 85% para 95% c a taxa de agrupamentos falso positivos passou de 

2.5 para L. 5 agrupamentos por imagem . 

[Karsscmeijer-91J ela Universidade de Nijmegen - Holanda descreveu 

um método estocást ico baseado na teoria de decisão hayesiana para detecção 

au tomática de microcakificações. Neste método os valores dos pixels na imagem 

são reescalados com o uso de um critério denominado "iso precision". Depois desse 

reescalonamento o erro absoluto dos valores dos pixels devido ao ruído do filme c ao 

ruído de digitalização será igual para todos os pixels na imagem. Em seguida os 

dados da imagem são representados por duas imagens correspondendo ao contraste 

local e à forma . Os agrupamentos de microcalcificações sflo modelados em um 

método iterativo. 

Woods c l ai [Woods - 93] da Universidade do Sul da Flórida - EUA 

comparou seis classificadores usados para distinguir microcalcificaçõcs de outros 

sinais. Inicia lmente foi feita uma segmentação usando inl'ormação de contraste 

local. Ele encontrou qu~ o~ dassificadoJ es bayes ianos foram mdho1 es que t1 ês redes 

neuraiS. 

lbrahim et al[ll>rahim-97] aplicou a análise ele filtro de anéis triplos para 

a detecção de microcalcificaçõcs para imagens da base de dados do MJ/\S. Este 

método alcançou um sensibilidade de 95,8% com uma taxa de 1.8 agrupamento de 

microcalcificac;õcs pur imag<.: Jll. 

Chang ct alrctwng-9R] ela Un iversidade dc /\lleghcny na Pcnnsylvania­

EUA, apresentou um método para a detecção ele microcalcificaçõcs baseado em do is 

esquemas: Um utili zando topografia multicamada e outro baseado em morl'ologia 

matemática. O prime iro é baseado em um traba lho anterior do grupo lZheng-95J 

onde a imagem original é submetida a uma segmentação através ele fi lt ragem 

gauss iana, subtração de imagens, threshold local c determinação dos agru pamentos 

através da ex tração ele atributos topográficos. No segundo esquema a fi lt ragem 

gaussiana é substi tuída por uma ri I tragem morfológica foram eliminadas as etapas de 

ex tração e anál ise ele at ribu tos. Ele utili za-se ele combinações lógicas OR/AND para 
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combinar os resultados dos dois métodos melhorando respectivamente a 

sensibilidade e a especificidade. Os resultados obtidos para sensibilidade e falso­

positivos por imagem foram respectivamente de 89.5% c 0.4 para o esquema baseado 

em morfologia matemática; 82,9% e J .2- para o esquema baseado em topografia; 

Quando as duas saídas foram combinadas com o operador "OR" o desempenho foi de 

95.4% e 1.6 e quando combinadas com o operador "AND" 76.2% e 0.1. Apesar dos 

bons resultados a utilização dos operadores AND e OR não foi demonstrada ser a 

melhor regra para melhoria elos benefícios de cada esquema. 

Cheng et ai [Cheng-98] da Universidade de Utah - EUA, apresentou 

uma técnica de lógica fuzzy na qual as microcalcificações são localizadas com um 

método de seleção de thresholcl iterativo. \Jeste trabalho foram utilizadas 75 imagens 

(15 casos malignos e 60 benignos) com resolução de IOO~un e lO bits de quantização. 

O algoritmo era composto ele 4 etapas: realce das imagens através de grupos [uzzy e 

estatísticas geométricas, remoção ele tecidos curvilíneos irrelevantes através ele urn 

detector de curvas, segn1entação das microcalcificações através de threshold e 

reconstrução morfológica. Na anúlist: dos resultados os autores utiliza ram cu1 vas 

FROC e um agrupamento foi considerauo verdadeiro positivo se tinha mais de 50% 

Jc área sobreposta com o agrupamento detectado pelo radiologista. O métodn 

alcançou 96% de sensibilidade com 4 fal so-positivos por imagem. Segundo os 

autores este método tem a vantagem de encontrar microcalci ficações mesmo em 

mamas muito densas. Entretanto na remoção dos tecidos curvilíneos pode eliminar 

microcalciricações que estejam superpostas nestes tecidos. 

Em 1998 Zhang et al[Zhang-98] da Universidade ele Chicago 

apresentaram um trabalho para otimização dos pesos nas escalas geradas pela 

Transformada Wavelet(T.W.) para a rP.elhoria de desempenho de um trabalho 

anterior [Yoshida-96]. Foram utilizados 39 mamogramas digitalizados com "IOOpm e 

I O bits. Foram tomadas R Ois com áreas de 128x128 pixels c consideradas as regiões 

centrais dessas ROis (64x64 pixels) para o treinamento supervisionado em função da 

T.W. distorcer as regiões ele borda. Uma ROI foi considerada positiva quando o 

número ele microcalcificações na imagem de saída era maior que três e as 

microclciricaçõcs estavam a no máximo 4 pixels da posição real do sinal. Para as 
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escalas de 1 a 5 da T.W. foram clcterminaelos o melhor grupo de pesos através da 

minimização ele uma função de erro utilií:ando o método de gradiente conjugado de 

Poweii[Press -92]. A avaliação elo desempenho do sistema CAD proposto antes e 

depois deste método foi feita através de análise de curvas ROC. Os resultados entre o 

método proposto e a técnica utilizando Imagem Diferença foram respectivamente de 

0.92 contra 0.86 para a área sob a curva ROC e 87% contra 79% de sensibi lidade 

para urna especificidade de 80%. 

Em 2000 Boccignone et ai [Buccignone - 00] pesgu isadores da 

Universidade ele Napoli Itália aprcsentmam um sitema CAD para detccç<lo de 

microcalcificaçõcs. Foram utilizadas 40 imagens ela base de dados de Nijmegen 

Holanda, comumente utilizada por pesquisadores de diversas instituições. As 

imagens foram digitalizadas com 2048x2048 pixels com 12 bits por pixel e com 

resolução espacial de lOO~m1. Foi utilizado um processo de detecção multicscala das 

microcalcificações baseado na representação wavclel. As imagens foram 

decompostas em vários níveis pela aplicação da transformada wavdel. Em cada nível 

as microcalci1icaçoes furam separadas automaticamente elas est ruturas de fundo 

através da inl"urma~<lo L'uruecida pelo cálcu lo ela entropia ele Renyi. A imagem obtida 

é utilizada para fo1 mação d~ uma mapa com as posições elas microcalcificações. O 

mélodo foi analisado através de cu1 vas FROC e obteve sensibilidade ele 66% com 

taxa dt: 0.7 falso positivos por imagem. 

Em 2000 Lce ct ·allf .ec-00) apresentaram um sistema CAD para 

dctccçüo e classiricaçüo de micrucalcifica<?ÍCS. O sistema é composto de 4 módulos. 

No primeiro módulo ocorre a digitalização dos mamogramas c a extração ela regiüo 

ela mama. As imagens possuíam tamanho de 2048x2048 pixels e foram digitalizadas 

com 8 bits. O segundo módulo loca liza áreas suspeitas de conterem 

microcalcificaçõcs. O terceiro módulo é responsável pela segmcntaç<lo, extraç<io das 

características e detecção de rnicrocalcificações. O qunrlo módulo classifica as 

microcalcificações nas cinco catt:gorias do padrão BI-RADS. O método ele cletecçtío 

alcançou uma sensibi lidade de 92% e uma especificidade de 6J %. 

Murk J. Hollema e John P Slavotinek[Bollema-00] da Universidade de 

FI i nelers na Austrália apresentaram no ano ele 2000 um trabalho sobre dctecçflo e 
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classificação automática de microcalcalcificações de formato esférico com rato 

menor que 0.2mm. Foram utilizados mamogramas da base de dados da BrcastScrcen 

SA em Adclaide Austrália. As imagens possuíam 50 ~tm de resolução espacial e 12 

bits de quanti zação. Param urtilizadas 6 imagens nas quais foram marcadas por um 

radiologista experiente cerca ele 113 microcalcificações. Foi utilizado um filt ro 

boxrim (Chan 1987 J, para identificação de possíveis candidatos a 

microcakificações. Foi uti lizado um modelo de ajuste e um critério de decisão se o 

candidato era ou não uma microcalcificw;ão. Os resultados encontrados foram uma 

sensibilidade de 60% com l.23 falso positivos por cm2
. 

2.2 Detecção de Nódulos ou Massas 

Segundo o padrão Ul-R/\DS( Breast lmaging report ing anel Data 

System) criado pelo Americam Collegc ol' Radiology (ACR) uma massa é uma lesão 

que é vista ocupando um determinado e~.paço em duas projeções diferentes (vistas 

crânio caudal c médio lateral ou médio lateral oblíqua). /\inda segundo o BI-RADS 

se a lesão é vista em apenas Ullta projeção ela é denominada densidade. A densidade 

pode ~c r uma massa ou apenas a sobreposiçüo de tecidos normais. Em função disso a 

massa vista em uma projeção simples é considerada uma densidade até que sua lri ­

dimensiunalidade ~eja confirmada. 

A caracterizaçao da massa em benigna ou maligna por parte dos 

rad iologistas é feita com base na ex tração ele algumas característ icas dos 

mamogramas. As mais importanlcs são a forma, a margem e a densidade ela lesüo c 

também algumas característi cas particulares de calcificações que por ventura estejam 

associadas. 

A detecção computadorizada de nódulos ou massas em mamogramas é 

mais difícil que a detecção de microcalcificações dev ido à s imilaridade elos nódulos 

com o parênquima mamúrio. Um elos prunetros trabalhos em análise 

compulaclorizacla ele mamogramas fo i publicado em 1967 por Winsberg et 

ai[Winsbcrg 67] que comparava os padrões el e densidade em várias áreas em um 
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mamograma individual e entre mamogramas das mamas esquerda c direita. O método 

foi aplicado a poucos casos. 

Kegelmeyer et alfKegelmeyer-94] pesquisadores do Sandia National 

Laboratories - EUA apresentaram um método para detecção de lesões mamográficas 

estreladas. Neste estudo foram utilizadas análise do histograma das orientações de 

borda e medidas de energia de textura em janelas locais que percorriam a imagem 

para obtenção de vetores de características ela imagem. Sobre estes vetores foi 

utili zada uma árvore de decisão binária para criar uma imagem contento a 

probabilidade da localização das lesões. O método foi testado em um conjunto de 

cinco imagens obteve uma sensibilidade de B3% com 0.6 falso positivos por 

imagem. 

Em 1995 Li et ai[Li-{}51 ela Universidade elo Sul da Flórida - EUA, 

apresentaram uma técnica para cl c tecçõc~; de lesões de mama baseado em análise 

mul tiresolução. O traba lho uti liza um threshold ing aclaplalivo nas subimagcns 

geradas pelo processo de mull iresoluçüo de forma a subtrair os pixels de fu ndo da 

imagem dimi nuindo o tempo de proccsamento necec:;"á rio para delccç:ün das (lrcas de 

interesse. Após a dctccçfto das áreas de interesse os autores ulilizanun urrta á1 vorc J e 

decisão binária Fuzzy para classificação utilizando os seguintes atributos: solidez, 

gradiente médio dos contornos das regiões, diferença média de intens idade entre 

regiões, variaçüo ela distância da borda ! variação de intensidade. O processo foi 

aplicado a ().') mamogramas contendo varia<;õcs de densiclack do parênquima c 48 

com carcinomas comprovados por biópsias. Os mamogramas foram digitali zados 

com 8 bits de quantização c 0.22mm de tamanho elo pixel. I\ sensibilidade alcançada 

foi de 95% e 2 falso positi vos por imagem para as imagens contendo diferentes ti pos 

ele massas e 94% de sensibil idade c 1.5 falso positivos por imagem para imagens 

contendo lesões menores que I Omm. Este trabalho é um aperl'e içoamcnlo de urn 

trabalho anterior do mesmo gru po [Li-93]. 

Em 1996 pesquisadores oa Universidade ele Michigan - EUA, 

apresentaram alguns traba lhos bastante expressivos na área de detecção de massas. 

Em tPetri ck-lJ6a l c tPetrick-96b] utilizou -se um método adaptativo de realce de 

contraste denominado DWCE(Density Weightcd Contras! Enhancemenl). O objetivo 
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desta técnica é realçar regiões dentro dos mamogramas de forma que simples 

algoritmos de detecção de forma possam ser usados para determinar o contorno das 

massas. Uma vez determinados os contornos elas massas, atributos morfológicos são 

ex traídos c usados por um algoritmo de classificação para diferenciar regiões dentro 

da imagem. Foram utilizados os seguintes atributos: número de pixcls de borda, área, 

forma e contraste dos sinais. Foram usados a circularidade e retangularidade para 

caracterização ela forma ele um objeto. Os mammogramas foram digitalizados com 

resolução de O.lmm x 0.1 mm e 12 bits ele quantização. Foram utilizados 25 

mamogramas e segmentados 461 objetos. Foram utilizados três classificadores: 

AnMise Discriminante Linear(LDA), Threslwld e uma Rede Neural MLP, para 

caracterizaçüo dos objetos. O melhor resullado foi o obtido pelo classificador LDA, 

com uma sensibilidade ele 96% com taxa de 4.5 falso positivos por imagem. No 

trabalho de [ Petrick-96c] foram apresentadas melhorias. Uma vez que as massas 

tenham sido identificadas pelo método proposto em [Petrick-96a] a Transformada 

Wavclct é aplicada e atributos ck lçxtura baseados 11as matrizes de dependência 

espacial de níve is de cinza (SGLD), são obtidos em scquência para cada RO l nas 

diferentes escalas. A seleção elos melhores atributos foi conduzida pelo método 

steptvise c pela minimização da d istânc~a de Malwlanohis. Param utilizados L6S 

mamogramas digitalizados com O.lnun x 0.1 mm e 12 bits de quantização contendo 

S5 massas malignas e 83 massas benignas. As imagens foram divididas em dois 

grupos com tamanhos iguais(cada um com 84 imagens) sendo um utilizado para 

treinamento elo algoritmo c outro para leste. Posteriormente os grupos foram 

invertidos, passando o grupo ele teste para o grupo de treinamento c vice-versa. O 

método alcançou para a primeira combinação(treinamcnto-teste) sensibilidade ele 

90% com 4.4 falso-posit ivos por imagem e 80% com 2.3 fal so positivos por imagem 

para a segunda combinação. 

Ainda em 1996 Cuido M. te Brake c Nico KarsscmeijerlteBrake-961 e 

[Karssemeijer-96] elo Hospi tal el a Universidade ele Nijmegen - Holanda, 

apresentaram um método para detecção ck lesões mamográficas em forma de estrda. 

A abordagem para detectar padrões raeliais(ou em forma ele estrela) é baseada na 

análise estatística ele um mapa de pixels com orientações de linha. Através da 
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aplicação de operadores de segunda ordem verifica-se a presença de uma linha em 

uma determinada região. Se uma linha está presente em uma determinada região, o 

método verifica a orientação dessa linha enquanto que em outros casos será gerado 

uma orientaçüo aleatória. Foram utilizados dois atributos para representar essa 

propriedade. O primeiro é uma medida normalizada do número de pixels que 

apontam em direção ao centro de uma região suspeita. O segundo é uma medida que 

indica se as espículas estão presentes em todas as direções da região. Foi utilizada 

uma rede neural e uma árvore de decisão para classificar cada pixel com um grau ele 

suspeita. Foram utili zadas 14 imagens coutcndo lesões malignas em forma de estrela 

para treinamento do algoritmo proposto. Para avaliação elo método foram utilizadas 

19 imagens da base de dados elo MIAS digitalizadas com 0.2mm x 0.2mm e 8 bits 

ele quantização. Cerca de 90% dos casos malignos foram detectados com taxa de 1 

fal so positivo por imagem. Os au tores concluíram que os atributos utilizados são 

bastante robustos a variações dos tons de cinza ela imagem, ent retanto requerem 

aj uste de muitos parâmetros . 

Pcsqubadorc~ da Univc tsidadc de Ox.ford Inglaterra publ icaram um 

trabal ho para detecção de massas malignas em mamogramas através de um método 

de análise nlllltiescala nüo linear lMi llcr 96 1. O algoritmo é di vidido em 3 estágios: 

1) Obtenção de um número de níveis de resolução criados através da entropia 

máxima. 2) Uso de um método de thresholding adaptativo para detectar estruturas 

conectadas. 3) Uso de medidas de forma , opacidade e textura para classificar as 

estru tu1as como malignas c benignas. Para treinamento do algoritmo foram utilizados 

ô7 pares de mamogramas nas projeções Media lateral obl íqua. Foi u til izacla a técnica 

leal'e-one out para o teste do algoritmo. Segundo os au tores foi possível detectar 

ce rca ele 85% das massa malignas. 

Em 1998 Guido M. te Brake e Nico Karsscmcijerlfe Bra kc-981 

apresentaram uma aná lise ele três métodos para comparação ele massas em 

mamogramas. O primeiro método é o Filt ro Laplaciano da Gaussiana ou a derivada 

segunda da Gaussiana. O segundo método utiliza uma máscara fixa (template)e 

assume um modelo para a massa. Para cada região analisada na imagem, um va lor de 

correlação é calculado ent re a máscara c a região. O va lor de correlação varia entre - I 
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e + 1 sendo que o maior va lor indica apresença de uma massa. O terceiro método 

proposto por [te Brake-96] é baseado na análise de orientação de gradiente de 

densidade. Esse método leva em consideração que uma massa aparece num mapa de 

orientações ele gradiente como uma região circular com muitos gradientes apontando 

para a região central. Essas regiões são detectadas através da análise estatística do 

mapa ele orientação dos grad ientes. Para treinamento elos métodos foram utilizados 

33 mamogramas contendo uma massa cada um. Para testar o desempenho dos 

métodos foram utilizados 60 mamogramas(30 malignos c 30 benignos) da base de 

dados do MIAS. A análise do mapa de orientações dos gradientes foi realizada 

através ele uma Rede Neural Artificial tipo MLP treinada pelo método 

backpropagation. Para treinamento da rede neural foram utilizados 63 mamogramas 

contendo um tumor maligno. Um tumor foi considerado detectado se o pixel 

classificado com maior grau de suspeita se encontrou indicado dentro da reg1ao 

indicada pelo radiologista. Os resultados da comparação elos métodos foram 

analisados através de curvas FROC variando-se o valor do tlireslwld na saída elo 

classificadoJ. Segundo os auton.:s em ta:-.as baixas de especificidade (mcno~ que 2 

falso positivos por imagem) os métodos tiveram desempenhos similares. Para altas 

taxas de especificidade o método de orientação elo gradiente obteve o melhor 

descntpcnhn e o método baseado na convolução elo Fi ltro LoG obtevo o pior 

desempenho. 

Em llJ98 pesquisadores ela Uni versidade de Gifu no Japão apresentaram 

alguns lt aba I h os na át c a de detecçfto de massas. Goto ct ai r Golo-9S) aprcscnt aram 

um método para detecção de espículas em mamogramas utili zando um filtro 

denominado pêndulo multiestágio. Os mamogramas foram digital izados com O.J mm 

de resolução espacial c lO bits de rcsolu~ão ele contraste(quantização). Componentes 

de alta frequência foram rcalçaclns através de um filtro de auto reforço (unslwrp 

masking) , em seguida vetores gradiente da densidade da imagem foram calcu lados 

dent ro de uma região segmentada. Em seguida o filtro pêndu lo nwlt icstágiu foi 

aplicado para detecção das espículas. O método foi !estado em mamogramas de J 8 

mulheres japonesas pelo que 9 deles tinham lesões espicu ladas. O fi ltro ele pêndulo 

fo i capaz de detectar a maioria das esp.ículas apontadas pelos radiologistas. A 
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sensibilidade e as especificidade deste algoritmo foram de 100% c 89% 

respectivamente para a base ele imagens analisada. Kasai ct al[Kasai -981 

apresentaram um trabalho para detecção ele massas em mamas espessas. Foram 

utili zados 23 1 mamogramas (99 contendo massas e 132 normais) digitalizados com 

0.1mm ele resolução espacial e 12 bitas de quantização. O algoritmo é composto por 

sete etapas: primeiramente é extraída a região da mama, em seguida é aplicado um 

processo de compressão de faixas dinâmicas da imagem para redução da dimensão 

da matriz imagem; então é feito o cálculo do gradiente de densidade c ext raída a 

região do músculo peitoral. Os mamogramas foram classificados em 4 categorias 

at ravés da análise elo histograma: a)com tecido glandular e gorduroso; b) com tecido 

gorduroso; c)clenso; d) extra denso. Os pertencentes li categoria d) foram descartados 

c os outros foram submetidos a uma análise de características(árca, desvio padrão, 

circularidade e cont raste local) para distir.guir os casos normais dos casos suspeitos. 

Sobre os canditatos suspeitos é reali zada uma etapa de eliminação de falsos 

posi ti vos. Segundo os autores o sistema foi capaz ele identificar 96.2% das massas 

vctdadcitas com 2.57 falso positivos p01 imagem. l Matsubara - 98 1 apresentou um 

método para melhoria de um algori tmo para detecção de massaslfvlatsubara 

96]através da inserção ele uma etapa de eliminação de falso-positivos composta de 

três etapas: 1) Análise ele 4 características(Contrastc, Entropia, Momento da 

Diferença Inversa c Segundo Momento Angular) baseadas na mat ri z de co-ocorrêucia 

elos níveis ele cinza(SGLD). 2) Comparação ela região detectada nos mamogramas 

direito e esquerdo. 3) Análi se discriminante de várias caractcrísti cas(circularidadc, 

rugos idade, média e desv io padrão dos pixe ls,contraste ex terno e interno do 

candidato largura mínima, gradiente) para elim inação de falsos positivos em forma 

ele estruturas lineares, tais como artérias e região glandular da nuum1. Foram 

utilizados mais de 1.000 mamogramas digitalizados com 0.1mm x O. lmm e 12 bits 

de quanti zação. O método anterior obteve uma sensibilidade ele 83% com 4.5 falso 

positivos por imagem. Este novo algoritm.o obteve, sobre uma base de dados de 884 

mamogramas do algori tmo anterior, 87% ele sensibilidade com 1.05 fa lso pos itivos 

por imagem. 
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Em J 999 Zheng ct Hl[Zheng-99] desenvolveram um algoritmo que 

consistia ele 2 passos: segmentação e classificação. O mamograma é segmentado 

utilizando a Transformada Wavclet(T. W.) c Campo Ranclômico ele Markov 

Multiresolução(CRMM). O processo é aplicado apenas nas subimagens ele baixa 

frcquência da T.W. Na classificação são analisadas as características ele 

compacidade, área, gradiente médio dentro ela região, gradiente médio na vizinhança 

da região, variância dos níveis de cinza, variância da distância da borda c diferença 

de intensidade média. O algoritmo foi aplicado em 322 mamogramas da base de 

dados elo MIAS e obteve uma sensibilidade de 97.3% com 0.003 falso-positivos por 

imagem. 

Guido te l3rake e Nico Karssemeijcr [te Brake-<;)9] desenvolveram um 

sistema de detecção de massas realizado em uma única escala e em várias escalas. 

Três di ferentcs métodos ele detecção baseados nos pixcls foram u ti I izados. O 

primeiro baseado na convolução do mamograma com o Laplaciano ela Gaussiana. O 

segundo baseado na correlação com um modelo da massa, e o terceiro baseado na 

análi se estatísti ca dos mapas de orientação do gradiente. 12xperimt.:ntos com mass<ts 

simuladas mostraram um peq ueno ganho de todos os métodos quando aplicados a um 

certo número de escalas. Estes experimentos foram confirmados com a ap licaçüo a 

um grupo ele 132 mamogramas correspundendo a 7 1 casos contendo um tumor 

maligno em cada um. A performance de cada método nesta base de dados num 

esquema multiescala fo i s imilar quando se utilizou uma única esca la . Apenas uma 

leve melhoria foi encontrada no método ele correlação quando ap licado a várias 

escalas . lsto ficou evidente nos níve is mais baixos. O método de Correlação e o de 

Orientação elo gradiente obt ive ram desempenho similar e alcançaram cerca ele 75% 

de sensibilidade com um fal so positivo por imagem. O método com o laplaciano da 

gauss iana obteve os piores resultados tanto no esquema mulliescala quanto em uma 

única escala. 

Kobatake et ai [ Kobatake-99] apresentaram um sistema de detecção de 

massas para mamagramas digitais . O sistema proposto utiliza um filtro adaptativo 

denominado filtro iris para detectar tumores em quaisquer regiões 

independentemente do nível ele contraste entre as estruturas c o fundo da imagem. 
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Este filtro utiliza um mapa de orientação de vetores gradiente similar ao utilizado por 

[te Brake-96]. Para caracterização das massas foram utilizados nove parâmetros, 

sendo 4 deles (variância, contraste, segundo momento angular e uma medida da 

circularidade da região da mama) extraídos diretamente da imagem original c 5 

parâmet ros (correlação, variância, momento da diferença inversa, diferença da 

entropia e soma da ent ropia) extraídos da matriz de co-ocorência de níveis de 

cinza(SGLD). O sistema foi avaliado em uma base de dados de J 2 12 imagens com 

resoluções de O.lmm e 10 bits por pixel. Segundo os au tores a sensibilidade foi de 

90.4% com 1.3 fa lso positivos por imagem. 

Petrick ct ai [Petrick-99] desenvolveu um algoritmo para detecção de massas 

utilizando uma técnica de crescimento de região baseada em objetos. O sistema 

utiliza um fi lt ro ele realce de contraste(DWCE), já uti lizado em um trabalho 

anterior[Pctrick-96c] para rea lçar as estruturas de interesse mamográfico. O 

crescimento de região baseado em objetos é então aplicado para cada uma das 

estruturas ident ificadas. Ele ut iliza escalas de cinza c informações do grad iente para 

reduzir a sobreposição de c~trutu ras . Cada objeto é ent ão class ificado como uma 

massa ou um tecido normal baseado na extração de C<uactetÍsticas moJfológicas c de 

tex tu ra multi reso lução. Segundo os autores o sistema conseguiu detectar 97% das 

massas em uma base de dados de 253 mamogramas. 

Em 2001 Liu ct ai [Li u-01 J apresentou um sistt ma baseado em 

multi rcsolução para deteção ele lesões espiculaelas. A transformada wavclet é 

aplicada na imagem mamográfica para obtenção ele uma representação 

multiresoluçfto. Sobre as subimagens ele ln ixa frequência é reali zada uma ex tração de 

4 características : m~dia de intensidade dos pixels, desvio padriío da intensidade dos 

pixels, desvio padrão elo hi stograma ele orientação do gradiente e o desvio padrão das 

orientações do grad iente de borda. A classificação é fei ta utilizando uma árvore de 

decisão binária. O sistema fo i aplicado a 19 imagens mamográficas da base de dados 

do MIAS com resolução espacial de 50 microns. Segundo os autores a sensibilidade 

do sistema foi ele S4.2% com menos ele 1 falso positivo por imagem. 
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2.3 Análise dos métodos computacionais para detecção do cancer de mama 

Como pode- se observar existem diversos trabalhos na área ele detecção 

de lesões de mama. Muitos destes trabalhos são bastante significativos quanto aos 

resultados obtidos e sua importância para redução ela mortalidade causada pelo 

câncer de mama. Entretanto um aspecto importante e não abordado nestes trabalhos 

trata-se da detecção de lesões não palpáveis. São abordados a detecção das 

microcalcificações e das massas (ou nódulos) mamários, separadamente, por diversos 

pesquisadores mas não é abordado nada que diz respeito à detecção de lesões não 

palpáveis. Também não são discutidas (ainda que sejam estruturas morfologicamente 

diferentes) as razões do desenvolvimento de trabalhos separados para 

microcalcificações c para massas. Em função disso este trabalho ele doutorado 

propõe o estudo e desenvolvimento de um sistema computacional voltado para a 

detecção de lesões não palpáveis da mama, analisando conjuntamente massas e 

m icrocalci ricaçôcs . 
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Capítulo 3 

Análise Estatística de Textura 

3.1 Atributos de Textura 

Textura é uma importante característica usada para identificar objetos ou 

regiões de interesse em imagens. A textura contém informações sobre a distribuição 

espacial de variações de tonalidades dentro de uma faixa de valores. A tonalidade 

representa o nível de cinza da imagem. Logo, tonalidade e tex tura estão sempre 

presentes na imagem. 

A textura pode ser representada ele forma estatística utilizando-se 

matrizes de co-ocorrência de níveis de cmza (SGLD - Spatial Grey-Lcvel 

Depcndence) que calculam a probab ilidade tlc ocorrência cumbin;tda de dirc~ao c 

tlistância entre pares de pixel de tonalidades semelhantes. 

Os atribulo~ de lcxluJa derivam de dt lculos realiLados sobre os valures da 

SGDL. 

3.2 Descritores de Haralick 

Haralick e/ a/tHara lick-73] sugerem J4 atributos de textura derivados ela 

Matriz de dependência (ou de co-ocorrência) espacial de níveis de cinza: Variância, 

Correlação, Contraste, Ent ropia, Soma ela Entropia , Diferença da Entropia, Momento 

da Diferença Inversa (MOI), Média da Soma, Variância da Sorna, Métlia da 

Diferença, Variância da Diferença, Energia, Medida de Informação de Correlação J 
------.... 

(MIC1) , e Medida de Jnl'ormação de Correlaçüo 2 (MIC2). Esses atributos são 

utilizados por diversos pesquisadorestPetrick - 99J,[Kim-99][Frederick - 00]. 

Abaixo relacionamos os parâmetros de tex tura de Halarick juntamente 

com o significado ele cada um deles[Frederick-00]. Deve-se notar que n é o número 



,, 

I 
I,, 

I 
I 
i 

2 1 

de níveis de cinza da imagem e p(i,j) é a matriz de co-ocorrência de níveis de cinza 

(SGLD): 

Energia 

Um indicador da uniformidade ou suavidade. Texturas homogêneas 

terão valor de energia mais alto do que texturas não homogêneas em função das 

texturas suaves possuirem densidades mais concentradas que as textums 

mgosas. Texturas rugosas têm densidades com alto espalhamento ou variância. 

n- 1 
Energia = X p (k )

2 

k =O 

Contraste 
Uma estimativa da média da variaçrio quadrática do nível de cinza entre 

pares de pontos da inut}{em. Texturas de baixo contraste tendem a ter valores 

menores que as com alto contraste, para as quais a variaçfio do nível de cinza é 

maior e mais provável (embora m ído e texturas m gosas tendam a ter um alto valor 

para essa medida). 

n - l n - 1 
Contraste= L }; (i - j)2 ,?( i,j) 

3. 1 

i= O j = O 3.2 

Corr~ l ação 

É um indimdor de uma estmtum implícita na textura. O valor 

ahsoluto dessa medida será maior se a imagem tiver algum tiJW estmtum tal como 

UI/I jitndo suave ou repetidas bordas sobre uma dada região. 

n - ln - 1 
L 1; ( i - J.I.,. )(J- J-I ) p (i,j ) 

i = Oj = O 
Correlação =- --"---- ----------

Onde, as médias e varianças são dadas por: 

3 .3 
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imagem. 

n- 1 
llx = L ipx (i) 

i= O 

n-l 
ll y= I: }py(j) 

j =O 

n- 1 
Pt( i)= L p (i,j ) 

j = O 

\lariância 

n- 1 
v;= 2: (i - vJ2 

p)i) 
i= O 

11 - 1 
11~.= L (J-11)

2 p) J) 
j =O 

n- 1 
p ,.(i)= L p(i,j ) 

i= O 

22 

A Vari(incia é 11111 indicador da variaçii'o da tonalidade de jitndo da 

n - Jn - 1 
\lariância = E L (i - J.J x)(} - J.J y) p (i,j 

i= Oj = O 3.4 
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Momento da diferença inversa 

É tllllll medida da homogeneidade local da imagem. Enfatiza pequenas 

mudanças e texturas sutis. 

n-1n- 1 
MDI = 2 X ~ . 2 p ( i,j) 

i=O j=O l + (t- J) 

Média da Soma 

Indicador da média da tonalidade de jimdo. 

2n -2 
Média - Soma = 2 kp, +y(k) 

k = O 

Varifi ncia da Soma 

Um indicador da wtriaçao da tonalidade de jitndu. 

2n- 2 
Varianç·a - Soma = I: (k- tVf(~dia-Soma )2 Jl, + Y (k ) 

k =O 

Soma da Entropia 

Indicador da quantidade de informaçüo entre pares de pixel.\·. 

2n- 2 
Soma- Entropia = }; Pr+y(K) log2 [ Px+ y( k ) I 

K =O 

onde: 

n - ln - 1 
Px +) k ) = 1.' J: P (i,j ) 

i=O j = O 

i+j = k, k=O, .... , 2n-2 

3.5 

3.6 

3.7 

3.8 



24 

Entropia 

Indicador da quantidade de informaçlío propiciada pelas intemções 

entre os pixels da imagem. 

n - ln - 1 
Entropia= L L p(i,j )log2 p ( i,j ) 

i = O j=O 

Variância da Diferença 

Similar a variança soma mas c:om a média centmda em zero. 

n- L 
Variancia - Diferença= L ( k- Média - Diferença f p , _ Y ( k) 

k = O 

Dijérença da Entropia 

Similar à Svmu -J~'ntropia. 

2n - 2 
D(f'erença- Entropia= X p,_) K )IogJ Px- y( k )l 

onde: 

f( = 0 

n - l n- 1 
P, -y(k )= L L p(i,j ) 

i = O j =O 

li-.il = k, k=O, .. .. , n-1 

3.9 

3.10 

3. 11 
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Medidas de Informaçrio de Correlação 1 e 2: 

MIC 1 

Entropia- H 1 

maxiH .. H) 
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3.12 

Um indicador da correlaçâo haseado na medida da entropia para 

elementos independentes e pares de elementos na imagem. 

3.13 

Mede a correlaçüo baseada na similaridade entre entropias de elementos 

independentes da imagem e pares de elementos da imagem. 

Maximo Coeficiente de Correlaçüo 3. J4 

Baseado l/OS autovalores de uma fi mçüo da matriz de coocorrência de 

níveis de cinza(SGLD)normalizada. Frequentemente não é utilizado de11ido a nâo 

homogeneidade da distribuição de níveis de cinza 1ws imagens de modo gemi . 
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Capítulo 4 

Análise de Textura Utilizando Transformada Wavelet 

A textura é um importante aspecto na análise de muitos tipos de 

imagens. O termo textura é utili zado para apontar para propriedades intrínsecas de 

superfícies. Um dos mais importantes aspectos em textura é a escala. Estudos 

psicovisuais indicam que o sistema visual humano processa imagens utilizando um 

padrão multiescala [Scheunders-98]. O "pré-processamento" cerebral reali za algum 

tipo de amílise de freqüência espacial e conseqüentemente o córtex cerebral tem 

células di stintas que respondem a diferentes freqüências e orientações. Tem sido 

observado que estas respostas correspondem a funções como as de 

Gabur[Scheunders-lJ8]. Este processamento mull iescala que os seres humanos 

utilizam é uma forte motivação para abordagem multi-escala em métodos de aná lise 

de tex tura . 

Técnicas multiescala pretendem transformar Imagens em uma 

representação na qual tanto a informação espacial quan to a de freqüência estfto 

presentes. Para rea lizar esta tarefa , um numero muito grande de técnicas foram 

Jescnvolvidas como transl'ormada de Gabar, J-Jaar, expansões de Walsh - J Jadamard, 

Pirâmides Laplacianas, filtragem subbandas, etc. Dentre elas a transformada wavelet 

tem sido bastante ui i I izada, estando atua lmente bem est ruI uraua matemat icamcnte. 

4.1 Tr·ansformadas de Fourier, Fourier com Janela e Wm,elets 

Em muitas ap licações, dado um sinal j(t), deseja-se determinar o seu 

conteúdo freqiiêncial loca lizado no tempo. Isto é similar, por exemplo, ü notação 

musical, que diz ao músico quais as notas (informação de freqüência) que devem ser 

tocadas em um dado instante fDaubechies- 92]. A Transformada de fouricr padrão 

(Eq. 4.1). 



(Ff)(rv) = ~f e_;,~, f(l)dl 
-y2JT 
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(4. 1) 

fornece a representação do conteúdo freq iicncial de J, mas a info rmação de tempo é 

perdida. Com isso, os pulsos de alta freqüência c curta duração, que possam estar 

sobrepostos ao sinal, tornam-se de difícil observação. A localização temporal pode 

ser ob tida pelo janelamento do s inal f ele forma a isolar-se apenas um determinado 

trecho do süml, e assim, obter a Transformada de Fourier do resultado. Daí, tem-se a 

Transformada de Fourier com Jancla(Eq 4.2): 

(4.2) 

A Transformada de Fourier com Janela é também utili zada 

freqüentemente em sua forma discreta, onde são at ri bu ídos a I c a rv os va lores 

regu larmente espaçados: I = 1110 e ro = JJJW0 , com 111 e 11 podendo variar sobre todo o 

Z, c OJn, lu> O são fi xos. En tão a equação ( 4.2) torna-se: 

T,,,,/ '"(f) =f f(s) g(s - 111
0

)e-inm·.,'-ds (4.3) 

Muitas formas são possíveis para a função de janclamento g, 

dependendo daquilo que se deseja, mas todas as formas são normalmente bem 

localizadas no domínio do tempo e ela freqüência. Desta forma , a equação (4.3) pode 

fornecer a compone11te ck frcq(Wncia m em torno do tempo I. Com outras palavras, a 

equação (4.3) propicia a dcscri ç~o ele f no plano tempo-freqüência. 

A Transformada Wa velet possib il ita uma descrição tempo-freqü ência 

similar, porém com algumas importantes diferenças. Ela é uma ferramenta que 

decompõe imagens c suas representações em diferentes componentes de freqüência e 

assim, cada componente pode então ser estudada com uma resolução adequada à sua 

escala lYoshida 94]. A Transformada Wavelel é, em alguns aspectos, similar à 

transformada de Fourier. Para uma dada representação f(.>.) com uma variúve l 

cont ínua x, essa representação pode ser expandida em lermos de funções de bases 

ortonormais. Para a Trans formada de Fomier, essas funções de base são as funções 
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seno e coseno em diferentes freqüências, produzindo uma representação do conteúdo 

de freqüência de f(x). 

Entretanto, a informação referente a um sinal de alta freqüência localizado, tal como 

as microcalcificações, não pode ser ex traída facilmente do espectro de Fourier. 

Mesmo utilizando a Transformada de Fourier com Janela teremos problemas para a 

análise do sinal , caso este possua detalhes importantes fora da escala introduzida pela 

janela [Gomes- 97J. 

Em muitas aplicaçócs existe grande interesse na localização espacial de 

determinada freqüência, sendo esse contexto o de maior vantagem de uso da 

Transformada de Wavelet, por ser uma ferramenta que proporciona essa local ização. 

4.2 Transformada Wavelet 

A Transformada Wavelet de um sinal depende de duas variáveis: esca la 

(freqüência) e espaço (localização). Na Transformada Wavelet todas as funções de 

base são deri vadas do escalonamento c l l êlll sla~üu de uuw fun~ao si1npks. Esta 

função, denotada por lJ.l , é chamada de Wavelet Mãe (ou função ele análise). Existem 

diferentes Wavelets lvfüe\· que, por de rini <5üo, devem satisfazer a uma certa restri ção 

matemática conhecida por condiçâo de admissibilidade. 1\ Wave/et Mãe deve 

sati sfazer as seguintes condiçôes: 

1) Deve ser oscilatóri a 

2) A amplitude eleve decrescer rapidamente para zero em ambas as direções, 

positiva e nt:galiva 

3) Não existir componente de freqüência zero. 

4.2.1- Wavelt!ts Ortogonais 

Segundo [Daubechies 92), as Transformadas de Wavelet podem ser 

classificadas por: 
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(i) A Transformada Contínua de Wavelet. 

(ii) A Transformada Discreta de Wavelet. 

Dentro da Transformada Discreta de Wavelet, temos: 

(ii-a) A Transformada Redundante 

(ii-b) A Transfo rmada Não Redundante(Ortogonal) 

As fórmulas da Transformada Wavelet análogas às (4.2) e (4.3), são: 

- 1 (I b) (T"""' f)(a ,b) = lal 2 J f(t)'fl -;;-- dt 

e 
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(4.4) 

(4.5) 

A ortogonalidade permite que um sinal ele entrada seja decomposto em 

um conjunto ele coeficientes independentes correspondendo a cada base ortogonal, ou 

seja, ela implica na não redundância da informação representada pelos coeficientes 

Wavdct. 

Na constrw;ão tle bases ortogonais, o fato1 de escala escolhido deve ser 

em potências de 2 (Yoshicla 94]. Então o escalonamento c a translação ela Wavelet 

Mâe 'V são dados por: 

. 1 X 
lll ' (x) =-\P(- . - k) 
* fi! 2' 

(4.6) 

onde j e k representam, por números inteiros, a escala (ou nível) e translação (ou 

localização), respectivamente. As funções t.pj são chamadas ass im de Wavelets, 

significando literalmente "ondículas". Desde que o fator de escala i vane em 

potência de 2, as Wavelets também podem ser chamadas de Dyadic Wavelets. 

De acordo com l Yoshida -94] , a fórmula da Transformada Wavelet Discreta com o 

fator de escala 2i pode ser expressa por: 

(4.7) 
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À medida que o parâmetro de escala "j" varia, são cobertas diferentes 

faixas de freqüência: altas freqüências, quando o valor de "j" é pequeno (escala fina) 

e baixas freqüências, quando o valor de "j " é grande (larga escala). A variação do 

parâmetro "k" permite-nos mover a localização elo centro do tempo: a Wave/et é 

localizada em torno de s = k. A diferença entre a Transformada Wavelet e a 

Transformada de Fourier com Janela, é que o tamanho da janela, desta última, 

permanece constante para todas as freqüências, enquanto que na Transformada 

Wavelet a largura da banda do tempo é adaptada à sua freqüência: para altas 

freqüências a Wavelet é estreita, enquanto que para baixas freqüências a Wavelet é 

bem larga. Mudando-se o parâmetro "k", pode-se mover o centro elas Wavelets , desde 

que \P/ (x) esteja localizado em torno de x = i k. Como resultado, a Transformada 

Wavelet permite um "zoom " em s inais localizados de altas freqüências, tal como 

microcalcificações. 

Na equação (4.7), os termos {t)/ são chamados de Coeficientes Wavelet. 

O processo que utiliza esta equação é chamado de Decumposiçdo Wavelet do sinal 

J(x) por meio elo co11junto ele Wavelets '-V/ . Cada coeficiente rv/ representa o "grau 

de correlação" ou similaridade entre o sinal f(,\) e a Wave/et em uma particular escala 

"j " c translação "k" . Se o sinal}(\) e a Wavelet são similares, em particu lares escala 

c translação, o coeficiente lem allo valor. Portanto o conjunto de lodos os 

coeficientes Wa velet dá a representação no Domínio Wavelet elo si na I f(\). 

A Transformada inversa de Wavelet é realizada de maneira similar à 

Transformada Inve rsa ele Fourier. Desde que o conjunto de Wavelets IJI/ é assumido 

ele forma a formar uma base ortogonal , a transformada inversa é dada pela expansão 

ela série Wavelet elo sinal original j(x). A Transformada lnversa é expressa por: 

(4.8) 

Este processo é chamado de Reconstruçâo Wavelet, uma vez que o sinal 

origimtl pode ser reconstruído de seus coeficientes Wavelet. 
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4.2.2 Wm•elets como Filtt·os 

Se uma função é uma Wavelet Mãe admissível, então ela é equivalente a 

um filtro passa banda, desde que a função não tenha nem componentes de freqüência 

zero nem componentes de freqüência infinita devido~~ energia finita [Yoshida -94]. A 

Transformada Wavelet definida pela equação (4.7) pode ser considerada como uma 

integral de convolução desde que a mesma possa ser rescrita como: 

. 1 f 1 . (l)l = r::; /(x)'l'(--j(2 1 k -x))dx 
....; 2 1 2 

(4.9) 

Portanto, a Transformada Wavelet pode ser interpretada como um filtro 

passa banda de J(x) pela Função Mãe lJl. Deve-se observar que a distância de 

amostragem para o sinal e a função ll' , mostrado por i k na equação (4.9), dobra de 

va lor para cada aumento dado no nível j. 

Podemos extrair diferentes componentes de freqüência do sinal original 

pela aplicaçào da Transformada Wavelct com di ferentes parfunctros de escala, pois 

quando a Wal'elet tem alto valor no parâmetro de escala, ela tem o centro da banda de 

freqüência localizado na região de baixa frcqLiência, Por outro lado, quando a 

Wavelet tem baixo va lor no paràmet ru de esca la , u centro da banda de freqüência 

loca liza-se na região de alta freqüência. 

4.2.3 A Função de Escala 

Seja um sinHI f(x), considerando j = 7 na equação (4.7). Os componentes 

deste s inal que podem ser ex traídos pela banda de rreqüência da \]J) são 

representados como coeficientes Wavelet em altas freqüências. Portanto, os 

componentes restantes incluem muitos componentes de baixa freqüência que podem 

ser ex traídos por um determinado filt ro passa baixa. Este filtro pode ser considerado 

como um filtro complementar ao filtro passa banda representado pela Wavelet \Ji). 
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Em geral, para uma dada Wavelet Mãe "P(x), o filtro complementar 

passa baixa é chamado de Função de Escala , denotado por cD(x) [MALLAT apud 

YOSHIDA -94]. 

O escalonamento e a translação ela função de escala cD(x) são dados por: 

. 1 X 
<1>1 (x) =-<I>(-. - k) 

k fi! 2 ' 
(4.10) 

O conjunto { w; , cD ~ } pode formar um conjunto de funções base e portanto, o sinal 

.f(x) pode ser representado por uma combinação linear de t[J; e <1)~ da seguinte 

mane1ra: 

f (x) = :Lw;'JI) + Is; <l> ~ (4.11) 
Á k 

para j = I. 

Os coeficientes ::4 são dados por: 

~J = J! (x)<I>f (x)dx (4.12) 

Os coeficientes 4 obtidos de (4.12) são chamados de Componentes 

Sual'izados no nível j , os quais representam a parte de baixa freqüência do sinal , 

enquanto que os coeficientes Wal'elet cvj são chamados Componentes de Detalhe, 

que representam a parte de alta freqüência do sinal. 

A função da equação (4.11) pode ser separada em componentes de alta 

freqüência (primeiro lermo) e componentes de baixa freqüência (segundo lermo). O 

segundo lermo ela equação (4. J 1) pode ser separado em componentes ele alta e baixa 

freqüência ele maneira similar à própria equação (4.1 L). Esta aplicação repetitiva de 

filtros passa-alta e passa-baixa é conhecida na literatura especializada como Análise 

!vlultiresoluçtlo [MALLAT -89]. 
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Assim a decomposição de uma imagem pode ser obtida efetuando-se a 

aplicação da transformada nas direções vertical c horizontal (bancos de filtros 

separados). Isto é mostrado esquematicamente na figura 4.1. Este procedimento gera 

4 subimagens para cada nível de decomposição urna de baixa freqüência, e três de 

alta freqüência ( nas orientações horizontal, vertical e diagonal). A decomposição 

sucessiva das imagens passa-baixa gera o que chamamos de decomposição piramidal. 

Quando as imagens ele alta frequencia são também decompostas chama-se a 

decomposição de estruturada em árvore ou packet . Cada subimagem contém a 

informação ele uma específica escala e orientação. 

l ma~:~m 

1111 11 11 

Figura 4.1 - Representação da transformada wavelet através ele bancos de filtros. 
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4.3 Atributos de textura 

Para obter atributos que tenham a informação de escala, podemos extrair 

atributos de cada subimagem separadamente[Scheunders-98]. Uma vez que os 

coeficientes de uma subimagem têm soma igual a zero, é necessário calcular uma 

função nonlinear dos coeficientes. Uma das mais utilizadas é o quadrado (ou 

quadrática) a qual nos leva à energia quando somada sobre uma subimagem. A 

energia, calculada nas diferentes escalas, é um importante atributo para a análise de 

textura [Chang -93]. 

Tianhorng Chang anel CC Jay Kuo [Chang-93] utilizaram a transformada 

wavelet estrutu rada em árvore para classificação c análise de textura em imagens. 

Eles utili zaram a energia das subimagens obtidas a partir da decomposição dos cana is 

de baixa freqüência c dos cana is de alta freqüência. Para cada subimagcm obtida foi 

calculada a energia utilizando a norma L~, dada por: 

J 1 N 

e(x) = - llxll = --:- 2]x,l 
N I N i g l 

(4.1) 

onde : 

N é o número de pixels na subimagcm 

x; é o i-ésimo pixel da subimagem 
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Uma vez calculada a energia das subimagens verifica-se qual tem maior valor 

absoluto e a partir desta é feita uma nova decomposição, e assim sucessivamente. 

Gera-se então um mapa de energia (figura 4.2). 

Neste mapa de energia as setas indicam o sentido de maior energia em cada 

nível de decomposição da transformada wavelet 

Figura 4.2 - Representação quad-trce elo mapa ele energ1a gerado a partir ela 

decomposição e ca lculo ela energia a partir da transformada wavclct. As setas 

representam a subimagem com maior valor de energia. A= componente de baixa 

freqüência, B alta freqüência horizontal, C = alta freqüência vertical, O = alta 

freqüência diagonal. 
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Capítulo 5 

Materiais e Métodos 

Neste capítulo são descritos os principais métodos e equipamentos empregados para 

a realizaçüo deste trabalho de doutorado. No item 5. 1 são descritas as cara<.:lcrísticas 

c a metodologia utilizadas no desenvolvimento da base ele dados de mamogramas 

digitalizados. No item 5.2 são descritos os equipamentos e softwares utilizados na 

implementação dos programas. Por fim no item 5.3 são apresentadas as pritH;ipais 

etapas elo sistema de detecção. 

5.1 - Base de dados utilizada 

Neste trabalho foram uti li zadas 3 bases de dados: a pnmetra 

desenvolvida 11 0 llospital das Clínicas ela Faculdade de Medicina de Riheir;io 

Prcto(HCFMRP). Para isto, foi realizadn, junto ao Serviço de Radiodiagnóstico do 

HCFMRP - USP, um levantamento retrospecti vo de exames mamográficos de lesões 

nüo palpáveis, acompanhados dos respectivos laudos. Foram considerados 67 casos 

diagnosticados como lesões não palpáveis de mama. Para classificação foi utilizado o 

padrão BI-RADS. Os mamogramas foram digitalizados utilizando-se um scanner 

modelo Viciar, com resolução espacial de 300 dpi, ou 84 ~un(tamanho do pixel) e 

resolução ele contraste de J2 bits (4096 nívf. is ele cinza). 
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A segunda base de dados utilizada é a base de dados DDSM (Digital 

Datahase for Screening Mammogmphy) da Universidade do Sul da Flórida- EUA. O 

projeto DDSM é um esforço conjunto envolvendo pesquisadores do Massac/11/sells 

General Hospital (D. Kopans, R. Moore), da Universidade do Sul da folorida (K. 

Bowyer), c do Sandia National Lahomtories - EUA (P. Kegelmeyer). Casos 

adicionais da base foram fornecidos pela Washington Univcrsity School of Mcdicine. 

Sobre esta base, pesquisadores da Universidade de Chicago separaram as lesões 

existentes nos mamogramas em regiões de interesse(Roi's). Cada Roi possui a 

mesma resolução do mamograma original c Sem x Sem de tamanho a partir elo centro 

de massa da lesão. As lesões que possuíam mais que Sem x Sem de tamanho foram 

desprezadas. A base de dados contendo lesões possui cerca de 2800 Roi 's sendo 

L 400 Roi 's contendo massas e/ou calcificações associadas a lesões benignas c 1400 

massas e/ou calcificações associadas a lesões malignas. Todas as lesões foram 

classiricadas pelo padrão Bi-RADS(BreHst Imaging Repor! anel Data System) do 

Colégio Americano de Radiologia. De maneira análoga ~~ efetuada pelos 

pesquisauorcs de Chicago foi rca liLado no IICFMRP a extra<J to dr 2700 Roi's de 

5x5 em das imagens considerauas normais na base DDSM. Estas imagens foram 

armazenadas no mesmo formato das imagens de Chicago c com a mesma rcsoluç;-to 

de contraste e espacial das imagens originais. 

Assim a base de dados utilizada e ex traída da Universidade do Sul da Flórida é 

constituída de 5500 Roi's sendo 2HOO con :cnclo lesões e 2700 consideradas normais. 

A terceira base de dados utilizada roi a base Mini-Ml/\S. Fora m 

utilizados I 00 mamogramas desta base para leste do algoritmo de segmentação ela 

borda da mama. A escolha desta base ocorreu no estágio inicial do projeto, onde 

estávamos implementando o algoritmo ele segmentação e não tínhamos uma base ele 

dados elaborada para teste. A base Mini-MlAS é também bastante conhecida e 

utilizada por di versos pesqu isadores possuindo 200pm de resolução espacial e 8 bits 

ele resolução ck contraste (256 níveis de cinza). 



j ., 

38 

Base de Imagens N íunero de Número de Utilização no 

Imagens Normais Imagens Anormais Projeto 

Mini-MlAS o 100 Para teste do 

contendo 200~un ele 
Algoritmo de 
Segmentação 

resolução espacial e 

8 bits de resolução 

de contraste (256 

níveis de cinza). 

DDSM contendo 2700 Rol's com 2800 Rol's com Para Caracterização 

SO~un ele resolução Sx) em 5x5 em das Rol 's(tcmplates) 

espacial e 12 bits de 

resolução de 

contraste ( 4096 

níveis de cinza). 

HCFMRP contendo o 67 casos na vista Para teste do 

84! 1111 de resolução crânio cauda l algoritmo de 

espacial e 12 bits de Detecção de Lesoes 

rcsoluçao de N5o Palpáveis 

contraste (40<.>6 

níveis de cinza). 

Tabela 5.1 - Composição das I3ascs de i111agcns Utili zadas no Projeto 

5.1.1 Normalização da Base de Dados 

De forma a normalizar os va lores de níveis de cinza das imagens digitalizadas por 

diferentes cligitalizadores, os va lores de nível de cinza foram convertidos para valores 

ele densidade ótica. A densidade ótica é uma medida de quanto uma cletcrmi nada 

região do rilme rad iográrico é capaz de permitir a passagem de luz. A utilização desta 

medida poss ibilita a normalização dos valores de nível de cinza das imagens, urna 

vez que o efeito de inserção ele ruído e a variabilidade de representação elos níveis de 

cinza produzida pelos diferentes cligitalizadores utilizados é completamente 
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removida. A base de dados ela Universidade do Sul da Flórida de onde foram 

extraídas as regiões de interesse foi produzida utilizando-se 4 diferentes 

digitalizadores. Em cada um deles faz-se uma varredura da imagem e converte-se o 

valor de densidade ótica de cada pixel para um determinado nível de cinza. Esta 

conversão não é uniforme para todos os digitalizadores. Por isso os pesquisadores da 

Universidade do Sul da Flórida obtiveram as retas de regressão para conversão dos 
r 

valores de nível ele cinza para densidade ótica ele cada digitalizador, através da 

digitalização de um simulador representando 21 variações de densidade ótica (Figura 

5.1), obtendo o valor de nível de cinza de;: cada uma destas variações. Tem-se assim, 

para cada valor de densidade ótica do digitalizador, um respectivo valor de nível de 

cinza (Figura 5.2). A partir daí foi determinada a reta de regressão (Figura 5.3) para 

estimativa de densidade ótica de todos os 4096 níveis de cinza utilizados. 

Assim foram determinadas as rdas de regressão para os diferentes cligitalizadores 

utili zados resultando nas seguintes equações: 

DO- 3.789 - 0.00094568 ':' NC 

(Digitalizaclor I Iowtek-A MGM) 

DO = ( log(NC) - 4.80662 ) I -1.07553 

(Digitalizaclor DBA) 

DO = 3.6 - (NC - 495) I lOOU 

(Digitalizador LUM) 

DO = 3.9660409524 + (-0.00099055807612) *( NC) 

(Digital izaclor Howtek-D) 

DO = 3847,36 - 903,86 ''' NC 

(Digitalizador Viciar) 

Onde: 

DO = Densidade Ótica e NC = valor de nível ele cinza do pixel 

(cq -5.1) 

(eq - 5.2) 

(eq - 5.3) 

(eq-5.4) 

(eq-5.5) 

Foram então elaborados algoritmos para a conversão das imagens para o valor 

respectivo de densidade ótica e novamente o processamento das imagens. 
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Figura 5.1 - Radiografia digitalizada de um phantom com resolução espacial de 
43.51Jm (tamanho do pixel) simbolizando uma escada com 2 1 valores diferentes de 
1úvel de cinza, utili zada para a conversão dos valores dos pixels de níveis de cinza 
para densidade ótica. 
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Figura 5.2 - Correnpondência entre os valores de densidade ótica e Iúvel ele cinza 

para as 2 1 variações do s imulador da Jigum 5.1. 
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Figura 5.3 - Reta de regressão para ajustamento dos dados referentes ü equação 

(5.1) 

Da mesma mane1ra !'oi determ inado a reta de rcgrcssüo para o 

digitali zaclor Viciar utili zado para digitalização elas imagens do banco do HCb'MRP. 

Através ela digital ização de um simulador rcprcscnlanclo 2 1 variações de densidade 

ótica foram calculados os va lores médios de nível ele cinza para cada va lor do 

simulador. Em seguida foi determinada a reta de regressão (eq 5.5) para o 

digitalizador Viciar (figura 5.4). 
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Figura 5.4 - Reta de regressão para ajustamento dos dados referentes ~~ equação 

(5.5) 

5.2 - Caracterização das Inutg~ns d~ base DDSM 

De forma a desenvolver o sistema de detecção das lesões de mama, foi 

realizada a caracterização das Roi 's, extraídas da base de dados DDSM, contendo 

lesões e consideradas normais e processadas na Universidade de Chicago e no 

HCFMRP respectivamente . Para análise de tex tura das imagens, foram computados 

13 atributos de tex tura estatíst icos: EnergJa, Contraste, Variância, Correlação, Media 

ela Diferença Inversa, Entropia, Soma da Entropia, Diferença da Entropia, Média da 

Soma, Soma da Variância, Média ela Diferença, Variância ela Diferença e Medida ele 

Correlação 1 lHalarick-73 J, [Chan-97]. A definição de cada um destes atributos 

encontra-se descrita na seção 3.2. 
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Os atributos de tex tura foram calculados a partir da média dos valores 

obtidos para cada matriz de co-ocorrência de níveis de cinza p(i ,j) com as 

orientações "8" iguais a 00, 45°, 90°, 135°, indicadas na figura 5.5. Os atributos 

calculados não mostraram variações significativas para os valores de distância "d" 

variando entre 1 e 5. Dessa forma o valor de distância "d"foi fixado em I. A matriz 

p(i ,j) é simétrica, ou seja, a ocorrência dos pares de pixels (i ,j) c (j,i) é considerada 

igual. A matriz final é normalizada através da divisão de cada elemento pelo número 

' ' : 
' 

o o ó 
1 ·1 ó 

--2 - 2 ·j . 
Q 
' o o 1 

2 

1 
o --0 -- --

2 o 
o ·1 

9.0 l)ldll'. 

fl qr ... . 

total de pares de níve is de cinza, conforme fllaralick - 1973]. 

Figul'a 5.5- Orientações utilizadas no cálculo da matriz de co-ocorrência. 

Todos os at ributos implementados foram normalizados entre O c l 

utili zando a equação 5.1. /\ lém disso, para efeito de simplificação elos métodos de 

se leção c classificaçfto, assumi u-se a forma gaussiana para as f'unçücs de d ist ribu ição 

ele probabil idades dos at ributos. 

Valor Normalizado = (valor-min)/(mux-min) (eq 5.1 ) 

Foi utilizado ainda um atributo de textura espectral : energia da 

transformada wavelet[Chang 1993]. Neste último trabalho os autores utili zaram a 

norma Ll mencionando que pouca diferença foi encontrada na utili zação das normas 

LJ ou L2. Assim optamos pela utilizaçüo ela energia utilizando a norma L2 dada pela 

equação 5.2: 
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1 1 N 

e(x) = - llxll = - ~ (x . )2 N I N . I ,_ 

onde : 

N é o número de pixels na imagem ou subimagem 

X; é o i-ésimo pixel da imagem ou subimagem 
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(eq 5.2) 

A energia foi calculada utilizando a transformada wavelet ele Haar nos níveis 2 e 3 ele 

decomposição. Foram considerados a energia extraída elas componentes de alta 

freqüência nas direções horizontai(HL), verticai(LH) e diagnonai(HH). Foram 

consideradas apenas as componentes de alta freqüência pois segundo [Chang-19931 

estas são mais representativas para análise ele textura . Foram considerados ainda os 

níveis 2 e 3 da transformada wavelet por tratarem-se dos mais representat ivos para as 

estruturas mmnográficas[Yoshida-1994]lYoshida-l99ó] . Totalizam-sc então ó 

atributos (energia nível 2 direção horizonlal, energia nível 2 direção vertica l, energia 

nível 2 direção diagonal, energia nível 3 cli rec;ão horizontal, energia nível 3 direção 

vertica l, energia nível 3 direção diagonal) . Não foi feita a se leçüo destes atributos, 

considerando-se todos na etapa ele classificação das lesões. 

5.2.1 - Método para Seleção de Atributos 

Para a seleção dos melhores atributos estatísticos de textura foi utilizada 

a di stância de Jeffri es-Matusita[Young-86]. A di stfl ncia Jeffri cs-Matusita é uma 

técnica utilizada para medir a separatibi lidade entre duas distribuições de 

probabilidades, cujo valor de melhor discriminação entre as classes situa-se o mais 

próximo ele rai z ele 2, ou seja, J ,41. 

A distância Jeffries-Matusita ou distflncia JM, para o caso de duas 

classes envolvidas ú)1 e (IJ2 é calculada da seguinte forma: 

(eq 5.3) 
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No caso onde p(x/w1 ) e p(x/oJ2 ) são descritas por funções Gaussianas a equação 

acima assume a forma: 

(eq 5.4) 

onde 

l~_j+lLJ 
2 (eq 5.5) 

e onde 

x representa um vetor de atributos 

p(xJw, ) e p(x/w2) são as funções de densidades de probabilidades para as classes i c 

J 

f!; , fi i , L; , L i são os vetores de médias c as matri7.cs ele covari ância para as 

classes i c j respecti vamente. 

Quando as classes estão totalmente separadas, a tende ao infinito e 

portanto J ii tende para fi . Por outro lado quando as classes estão totalmente 

sobrepostas a = O c portanto .I ii = O. O algoritmo 5.1 descreve o cúlculo ela 

distância JM. 
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Algoritmo 5.1 Cálculo da distância JM 

Inicio 

Leitura de Cb , Cm // leitura dos vetores de atributos das classes benigna c maligna( ou das classes de 

Calcular Pb , Pm 

Calcular L 0 ,Lm 

Auxl = ~,,,- ~~m 

calcificação e massa) re:;pectivamentc. 

//calcula os vetores de médias das classes benigna c maligna(ou das classes de 

calcificação e massa) rc:.pcctivamcntc. 

//calcula as matrizes de covariância das classes benigna e maligna( ou das classes 

ele calcillcação e massa) respectivamente. 

Aux2 = 0.5*(Ib +Im) 

Aux3 = (Auxl )r *(Aux2)" 1 11 ()T operador matriz transposta <r' operador matriz inversa 

Aux3 = Aux3*t\ux I 

Alpha = (1/8)*aux3+(1/2)*1n!Aux21 I sqrt( IIL>I *II 1111)) 11 li operador determinante 

Distancia JM = sqrt(2*( 1.0 - exp( -Alpha))) 

rim 

Para facilitar a análise dos resultados de separação entre as classes os 

atributos foram enumerados ela segui11te maneira: 1-Energia; 2-Contrastc; 3-

Variância; 4-Correlação; 5- Media ela Diferença Inversa; 6-Entropia; 7-Soma da 

Entropia; 8-Difcrença ela Entrop ia; 9-Média da Soma; JO-Soma da Variftncia; li ­

Média da Diferença; 12-Variância da Diferença c 13-Medida de Correlação l. 

5.2.2 - Classificação das Subimagens Como Norma is ou Anormais 

Nesta seção apresentamos un1 método de classificação elas imagens nas 

classes normal e anormal. Este método será utilizado para classificação dos 

tcmplates(Rol's) utilizados. 

Para a classificação das !iubimagens foi utilizado o método d~ 

classificação não paramétrica K-NN (k nearest ncighbour) 
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O método de classificação K-NN é uma extensão da regra vizinho mais 

próximo(Nearest Neighbour) e realiza a classificação de um vetor de atributos x, 

extraído de um padrão desconhecido penencente ao grupo de teste, associando-o à 

classe com maior número de represenlanles dentre as k amostras vizinhas do grupo 

de treinamento, ou seja a decisão é realizada através da verificação dos rótulos dos k 

vizinhos mais próximos [Duda - 1973]. Os k objetos mais similares ao padrão 

desconhecido são encontrados através de uma medida de similaridade no espaço de 

atributos, tais como distância euclidiana, distância de Mahalanobis, etc. Segundo 

l Duda - L973] a taxa de erro assintótica (quando k tende ao infinito) aproxima-se do 

erro ótimo de Bayes. Este último teoricamente é sem dúvida o melhor classificador, 

entretanto na prática o classificador de Bayes nunca pode ser utilizado em todo seu 

potencial uma vez que ele requer o exato conhecimento das densidades de 

probabilidade condicional das classes[Wouwer-98]. 

A principal desvantagem elo classificador K-NN é a grande carga 

computacional que ele exige, uma vez que para classificar o objeto desconhecido "Y" 

é necessário o cálculo das distâncias entre o vetor ele atribu tos elo objeto "Y"e os 

vetores de atributos de cada objeto do grupo de treinamento. 

A seguir temos o algoritmo básico para implementação elo classificador K-
NN. 

1° ) Obter c armazenar as distâncias entre o vetor de atributos do padrão 

desconhecido c todos os vetores ele atributos elos padrões pertencentes ao grupo de 

treinamento. 

2°) Relacionar em ordem crescente os va lores das distâncias calculadas no 1° Passo. 

3°) considera r o subgru po dos valores elas K- prime iras distâncias elo grupo ordenado 

no 2° passo e conhecendo o número de representantes de cada classe dessas 

amostras, associar o padrão desconhecido a classe que possuir o maior número ele 

representantes neste subgrupo analisado, se ele existir, caso contrário o resultado é 

considerado não conclusivo(rejeição ). 
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4°) Estimar a taxa de erro pela compara~·ão dos resultados da classificação com os 

arquivos verdadeiros. Tratar os casos especiais de decisão não conclusiva 

individualmente como entidades separadas e obter a sua taxa de ocorrência 

O método K-NN utilizado neste trabalho foi implementado utilizando dois 

limiares Ln e La que permitem ajustar a sensibilidade do sistema de classificação. O 

limiar Ln é o número mínimo de votos normais, dentre os K vizinhos mais próximos 

para que uma determinada amostra seja classificada como normal. O mesmo ocorre 

com o limiar L1 que corresponcle ao número mínimo ele votos para a classe anormal. 

O uso destes limiares permite criar uma região de rejeição, onde é melhor não 

classificar determinada amostra devido ao baixo grau de confiança. 

Como medida de distância foi utilizada a distância euclidiana dada pela equação 5.6 

abaixo: 

I 

D(a,b) : ( t, (a, - 1>, )' ) ' (cq. 5 .6) 

onde a, IJ são os vetores de atributos elo objeto que se deseja classificar c elo objeto 

conhecido do grupo de treinamento. 

d é o número de atributos dos vetores ana lisados. 
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Algoritmo5.2: Classijicador usando método K-NN 

TestruturaDistancia = rccord 

Distam.:ia : Extendcd 

Clnsse : String 

End; 

Início 

Fim 

ContANonnal = O 

ContNormal = O 

Ler NroAmostrasN c NroAmostrasAN 

Criar vetor Vctdistancia ( Nro amostrasN + Nr.1 amostrasAN) do tipo estrutura distância. 

Ler parámctros K.l.n, l.a. 

Ler vetor x de ntributos 

l'nra i = O ate nro de amustrasN - I 

V ct distancin(i) -?Distancia = CalcdistEucl icliann(V ctamostrasN(i),x). 

Vetdistam:ias(i) -> Clnsse = '·Normal" 

Fim l'nra 

Pnraj = O até NroAmostras NA - I 

Vctdistam.:ia(j+ NroAmostrasN) -?D i stancia ~ CnledistEuclidian(VetAmostrasi\N(i),x). 

Vctdi st<~nc ia~(j 1 NroAmo<>tra<;N) -> Cla-:'" -= ' 1\normal'' 

Fim Para 

Ordcn;1r \CIUI de di~tam.: ia-. //o1ncna utilit:mdu nm.:tmlo da bolha 

Para i = O até k- 1 

Fim Se 

Fim Pnm 

S~.: VctorDi~tancia,(i)-7Cia!>SC ·'Anu11nal" cntau 

ContA normal = ContAnornwl ~ I ; 

Scnao 

C 'ontNonnal ~ w ntNonnal + I; 

Se ContA Norma I> La 

Entao 

Resultado = ''Suspci1<1 : prc.:s\'nça de anunnalidadc'' 

Senao 

FimSc 

FimSc 

Se ContNormai>Ln 

Re~ultadu = ''Suspci tn : lnwgcm Normal" 

Senan 

Resultado = "N:1o fi)i possfvel elassi lkar" 
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5.3 -Detecção das Lesões Não Palpáveis 

Como descrito no capítulo 2 a maioria dos softwares de detecção das 

lesões de mama utilizam algoritmos distintos para a detecção de microcalcificações 

e para a detecção de massas ou nódulos. Entretanto neste trabalho optou-se por não 

fazer esta distinção focando o problem~ na separação entre regiões consideradas 

normais e regiões com algum tipo de lesão não palpável (microcalcificações ou 

massas). Para a detecção das lesõ~;;s não palpáveis da base de dados do HCrMRP 

foram uti li zados os atributos mais significativos definidos na caracterizaçüo das 

lesões da base DDSM. Os padrões encontrados nesta caracterização foram utilizados 

para a detecção das estruturas na base do HCFMRP, utilizflndo as imagens nas vistas 

crfl nio caudal. 

Inicialmente foi reali zada uma segmentação da região de interesse do 

mamogwma par<~ a scpawção da região mamária de outras estruturas prese ntes no 

mamograma(mar<:adures, identificação do paciente, etc). Após esta etapa roi 

n;alizaclo um pré processamento para remoção de ruído presentes nas imagens do 

banco de lesões não palpáveis. Em seguida feita uma varredura da mama utili zando 

um template ele 5x5 em para ex traçflo dos atributos de textura selecionados . Os 

valores encontrados são comparados com os valores do conju nto de treinamento c a 

região ana lisada é então classil'i cada conu normal ou como suspeita da presença de 

alguma anormalidade, considerando-se um verdadeiro pos iti vo, quando ex iste uma 

lesão presente na área sobreposta pelo templatc indicado. Os resultados obtidos são 

análisados através de curvas FROC. Estas etapas são descritas a seguir. 

5.3.1 - Detecção do Contorno da Mama 

Uma das primeiras etapas para qualquer tipo t.le aná lise automática da 

imagem é a determinação da região que se deseja efetuar a aná lise, ou seja a região 
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de interesse(ROI). Na detecção de lesão na mamografia a ROI é a região da imagem 

contendo a mama. Em muitos estudos de CAD em mamografia, esta ROl foi 

selecionada manualmente para análise. Entretanto neste trabalho de pesquisa, tem-se 

como proposta a automatização de todas as etapas envolvidas no processo de 

detecção de lesões não palpáveis da mama. Em vista disso buscou-se o 

desenvolvimento de um algoritmo para segmentação automatizada da borda da mama 

de forma que este pudesse identificar a região da mama com confiabilidade c 

independentemente do sistema de digitalização, da orientação e projeção da imagem. 

O processo de identificação da borda da mama , indicado pelo diagrama de 

blocos (Figura 5.6), inicia-se através da aplicação de uma função logarítmica para 

realce de contraste das regiões próximas à borda da mama. Esta função é definida 

pela equação 5.7. 

ll(x,y) = logii.O + l(x,y)l (eq 5.7) 

onde l(x,y) é a imagem original e H(x,y) (!a imagem realçada. Esta operação embora 

aplicada de forma global à imagem é suficiente para realçar o contraste nas regiões 

próximas i1 borda da mama !Fcrrmi-2002], [Bick et ai, J9961. 

Após a etapa de correção elo contraste da mama é reali zado a Limiarização da 

imagem. Para isto foi utili zado o algoritmo de Ridler & Cal varei [Ridler-J 978 J. Este 

algoritmo é um método iterativo para determinação elo limiar a ser utilizado e que 

converge rapidamente gera lmente em 3 ou 4 iterações. Matematicamente ele pode ser 

descrito utilizando a implementação prcposta por Trussel l (Trussell , 1979)scgundo 

descrito pela equação 5.8: 
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(eq 5 .8) 

onde 

Tk = limiar na k-ésima iteração 

b = nível de cinza 

n(b) = número de ocorrências elo nível b, o s b s N na Imagem (ou seJa, o 

histograma). 

O va lor de Tk inicial = max(b) /2, onde max(b) é o máximo valor de nível de cinza 

presente na imagem. O procedimento é interrompido quando o valor de limiar 

calculado entre duas iterações consecutivas não mais se altera . 
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Imagem Original 

~ 
Correção de contraste 
através de operaçüo 

logarítmica 

~ 
Limiarização através do 

método de Ridlcr & 
Calvard 

+ 
!{emoção de espúrios 
através de op~.:ruçãu 

rnnrfulógica de abertura 

+ 
Rcmoçiío do fundo da 

i l l <igl'lll 

+ 
Detecção da Uorda da 

mama através de operação 
morfológica de rcmoçiio 

I?igura 5.6 - Diagrama de Blocos ilustrando as etapas elo processo de cletcrminaçfto 
automática ela borda da mama. 

Após a limiarização da imagem é aplicado um operador morfológico de abertura 

para remoção de espúrios (pixels desconectados ela região ela mama) na imagem 

binária. A remoção destes pixels faz-se necessária pois eles el i fi cu ltam o processo ele 

obtenção ela borda inicial da mama. Para a aplicação elo operador morfológico de 

abertura foi utilizado um elemento estruturante circular ele diâmetro igual a três 

pixels roonzalez-J 992]. 

Esta operação é definida por: 
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I o S = (IeS)mS (eq 5.9) 

onde os símbolos o,e,m denotam respectivamente as operações de abertura, erosão e 

dilatação morfológicas. I representa a imagem e S o elemento estruturante. 

A determinação automática do contorno da mama é feita sobre a imagem 

limiarizada utilizando-se o conceito de conectividade de 4 [Gonzalez-1992). Sobre a 

imagem limiarizada faz - se uma varredura utilizando-se um template ou máscara de 

3x3 pixels, onde verifica-se se a vizinhança de quatro é constituída por pixels de 

valor l(um). Caso afirmativo o pixel central desta vizinhança é modificado para 

valor O (zero). Como a imagem é limiarizada, ou seja possui apenas valores zero ou 

um após a aplicação deste template os únicos pixels restantes com valor 1 (um) são 

os pertencentes à borda da mama. Assim esta operação faz uma remoção dos pixels 

de valor I (um) na imagem limiarizada deixando apenas aqueles pertencentes à região 

da borda. 

Finalmente a imagem limiarizada contendo somente os pixels 

pertencentes ~~ borda é adicionada à imagem original gerando uma imagem onde a 

botda da 111ama e~ tá del imitada (algoritmo 5.3). 

Para a avaliação dos resultados, as Imagens segmt.:ntadas roram 

dass ificadas por um radiologista experiente segundo o critério proposto por Ulrich 

Bick da Universidade de Chicago[ Bick - 95] a seguir : 1) ót imo (desvios ua borda 

automát ica em relação 1t borda original são menores que 2 mm); 2) Pequenos desvios 

ele localização; 3) Desvios visive lmente perceptíveis, entretanto os resultados ainda 

aceitáveis para uso no CAD (nenhum tecido do parênquima t:xduído); 4) desvios 

significativos (entretanto toda a segmentação ainda está correta mas os resultados 

podem inOuenciar no desempenho dos sistemas CAD; 5) falha completa da 

segmentação. 

A seguir é apresentado o algoritmo de st:gmentação da região da mama. 
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Algoritmo 5.3- Delerminaçlio do contorno da mama. 

Leitura da imagem 
Calculo da média dos valor..:s dos pixels na imagem 
Normalizaçüo do valor da média da imagem para o intervalo O<=x<= I 
/II3inarizaçào da imag~:m\\ rvlétodu de Ridler c Calvard 

Para número de nív..:is i de I até n 
Para númau de ni vc is j de I ate 111 

Se pixel(i,j) < média então 
pixd(i,i) =O 

Senão 

Fim Se 

\\Aplicação de operações morfológicas// 

Se a vizinhança de 4 do pixel(ij) = I então 
pixel(i ,j) = O 

Fim Se 
Visualiza\·<1o das imagens original e processadas 

Fim do Programa 
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Entretanto após a segmentação ela região mamária observamos que, 

como a múscara que utili zaríamos para varredura ela imagem é quadmda(5 em x 5 

em), se limitássemos a parada da varredura do algoritmo na borda, iríamos perder 

uma região mamária em função da diferença entre a tünna geométrica da múscma c 

do contorno da mama. 

• 

Figura 5.7- Imagem mostrando o centro de massa da imagem mamográfica binarizada e a 

região pontilhada indicando o ponto de parada do algoritmo de deteção. 
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Para solucionar este problema determinamos o centro de massa da 

imagem binarizada da mama e a partir dele seguimos em direção ao mamilo para 

determinar o ponto mais extremo da região mamária. A partir deste ponto 

delimitamos uma região de cerca de lcm além da borda mamária, que o algoritmo 

iria utilizar para limitar a varredura ela imagem no processo de detecção das 

lesões(figura 5.7). 

5.3.2- Remoção de Ruído das Imagens 

Após a segmentação da região mamária foi realizado um pré 

processamento das imagens de forma a minimizar ou suprimir o efeito do ruído nas 

imagens do banco ele lesões não palpáveis. Para tal foi utili zada a filtragem por 

mediana[Gonzalez-19921. Nesta filt ragem o nível de cinza de cada pixel é 

substituído pela mediana dos níveis de ci nza da vizinhança daquele pixe l. Foi 

utili zado neste trabalho uma viz inhança de 3 x 3 pixels. 

5.4- Avaliação dos Resultadvs 

No contex to de detecção ela presença ou ausência de uma anormalidade 

t;m uma imagcm, os termos ral so positivo, falso negativo, verdadeiro positivo c 

verdadeiro negativo são comumente utilizados. Nestes termos positivo e negativo 

referem-se i't decisão feita pelo algoritmo ele detecção. Os adjet ivos verdadeiro ou 

falso referem-se a como a decisão realizada pelo algoritmo ele detecçüo concorda 

com o diagnóstico clínico elo paciente. Ass im um verdadeiro positivo (VP) indica 

que o algoritmo de detecção corretamente decidiu sobre a presença de uma 

anormalidade. Um falso (FP) indica que o algoritmo de detecção erroneamente 

decidiu sobre a presença de uma anormalidade. Da mesma maneira um verdadeiro 

negativo (VN) indica que o algoritmo de detecção decidiu corretamente a ausência de 
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uma anormalidade e um fal so negativo (FN) indica decisão errônea da ausência da 

anormalidade. Estas definições podem ser vistas na Figura 5.8 . 

Situação 

Clínica 

Real 

Presença de 
Anonnal idudc 

Ausência de 
Anormalidade 

Decisão do algoritmo 

Presença de 
;\nonnalidadc 

Verdadeiro 

Positi vo 

Falso Positivo 

Ausência de 
Anornwlidadc 

Falso Negativo 

Verdadeiro 

N~:gativo 

Figura 5.8 - Poss ibilidades de respostas para um experimento utli zando um 

algoritmo de detecção. 

5.4.1 -Sensibilidade c Especificidade 

Várias métricas de desempenho ele um sistema são derivadas das 

metricas VP/FP. 

A sensibi lidade ou fração verdadeiro postivo (FVP) ele um algoritmo de deteção 

refere-se a quão frequentemente ele reporta que uma anormal idade existe em 

exemplos em que ela rea lmente existe. A especificidade ou rt·ação verdadeiro 

nega ti vo (FVN) rd~re-se a quão frequentemente é relatado uma normalidade em 

exemplos que são realmente normais. Assim temos estas definições dadas pelas 

equações 5.1 O c 5. 11 . 

J!Ps 
sensibilidade = ----

VPs+ FNY 
(eq5. 10) 



VNs 
especificidade = ----

VNs+FPs 
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(eq 5.U) 

ambos sensibilidade e especificidade são apresentados em valores fracionários de O a 

1 ou porcentuais de O a 100. 

5.4.2 - Curva Característica de Operação do Receptor (curva ROC -

Receivcr Operating Characteristic) 

A ferramenta padrão para ex ibição do espaço das possibilidades entre os 

valores de sensibilidade c especificidade Jc um algoritmo é chamado curva ROC. A 

curva ROC exibe a fração ele verdadeiro positivo (VP) no eixo Y versus a fração de 

falso positivo (FFP ou 1 - especificidade) no eixo X. Neste espaço o ponto ideal é o 

ponto no canto superior esquerdo do grúfi co, com a fra~ão VP = 1 e a fração FP = O. 

Uma vez mostrada uma imagem para um radiologista (ou para o 

algoritmo), o mesmo deve decidir Sim ou Não para a presença ou ausência de 

anormalidade. Para isso é necessário um critério de decisão ou um valor de 

limiar(threshold) entre a normalidade e a anormalidade para o radiologista. A escolha 

oeste limiar é subjeti va. Dependendo da situação clínica, um mesmo radiologista 

poderá utilizar diferentes valores de limiar para o mesmo teste radiológico. Isto 

mostra que o desempenl10 em teste é inadequadamente descrito por um único par de 

valores ele sensibilidade e especificidade. A escolha elo limiar então innuencia tanto 

na especificidade quanto na sensibilidade. Para um teste diagnóstico ideal, as 

distribuições de probabilidade elos resultados elo leste indicando a presença ou 

ausência de urna doença não se sobrepõem, figura 5 .9. Entrelanlu na realidade, 

raramente esta situação ocorre e as di stribuições de pacientes doentes e normais se 

sobrepõem, figura 5. 10. 
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Número de Pacientes Valor de Limiar 
Resultados llegatlvos Resultados Positivos 

I 
\ I 

'-- · -- -----------~----· - ---

Resultado do Teste 

Figura 5.9 - Distribuições de probabilidHde dos resultados de um teste diagnóstico 

hipotéticamentc perfei to. Os resultados dos ind ivíduos doentes e não doentes não 

mostram sobreposição para qualquer valor de limiar escolhido. 

Assim aplicando um baixo valor de limiar têm-st: uma dimi11uivão Ih> 

número de resultados Jà lsos nt:ga ti vos(alta sensibilidade) mas aumcntn-se o número 

de l~tlsos pusiti vos(ba ixa especificidade). No sentido oposto aumentando o va lor de 

limiar têm-se um aumento no número de fa lsos negativos(baixa sensibilidade) e um 

decréscimo no número de fa lsos positi vos (a lta especitieidacle). Con ligura-se assim 

uma relacrão redproca entre sensibi lidade c especificidade. Alta scnsi bilidmk 

associa-se com baixa cspccificiclade e alta especificidade com baixa st:nsibil idacle. 



Influência do Limiar na Sensibilidade (a) 

Nt'unero de Pacientes Valor do Limiar 

Não Doentes 
~ -----------· --

Resultado do Teste 

I nfluência do Limiar na Especificidade 

Número de Pacientes Va lor do Limiar 

/ 
/ 

I 
I 

i 

I 
í 

I 

VN 

~-""// Não Doentes 

/ 
i 

Doentes 

Resu ltado do Teste 

(b) 

\ 

·­·-· --

Figura 5.10 - Distribu ições de probabilidade mais rea lísticns dos resultados de um 

teste diagnósti co. Os re<iultados de ind ivíduos doentes c não doentes mostram alguma 

sobreposiçiío. Variações do va lor de I iminr irão nlterm a scnsibi I idade e a 

especificidade. (a) Ex ibe a innuência do valor do limiar na scnsibiliclaJ e. Ap licando un1 

ba ixo va lor de limia r temos como resultado poucos fal sos negati vos. Assilll a fraçf1o de 

vcrdatkiros positi vos irá aumentar(alta sensibilidade). Au mentando o va lor de limiar 

teremos um alto número de fa lsos negativos c élss im uma baixa sensibilidade. (b) Ex ibe 

a infl uência do va lor de limiar na csr ecilicidade. lJ n1 ba ixo valor de li miar aumentará o 

número de fal sos positi vos(f7P). enquanto que a t'ração de verdadeiros negativos será 

rcduzida(ba ixa espcci íicidade). 
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A curva ROC é a representação gráfica desta relação recíproca calculada 

para todos os possíveis valores de limiar, fi gura S.ll[Erkel-98]. O eixo vertical do 

gráfico mostra a sensibilidade(ou fração verdadeiro positivo). O eixo horizontal 

mostra a fração falso positiva (l - especificidade). Cada ponto ele operação da curva 

ROC representa a combinação de sensibilidade e especificidade para um dado valor 

de limiar. Com o máximo valor de limiar, todos o pacientes são classificados como 

normais, resultando numa sensibilidade = O e fração fal so positiva = O 

(especificidade = 1 ). Isto corresponde ao ponto de operação do canto inferi or 

esquerdo da curva. Com o mínimo valor de limiar todos os pacientes são 

classificados como doentes, sensibilidade = I e fração fal so positiva = 

J (especificidade = 0), correspondendo ao ponto situado no canto superior direito da 

curva ROC. 

I r---------=:-=====~--~-----;;1 (5) 
I _,__- {41 

00 ; jÍ31 

f ai 

úa ' ( 

~ n/ 'i 
1 :: l l) 
" c ... 
"' o, I 

03 

02 

0 I 

() 

o~--------------
o 0 ' 02 03 04 0!1 ('I& 0 1 08 09 

1 · [ spec1ficldade {rfP) 

1hl tlúmero de PaCie~tes 

I .i ... 

I I i i \ 
\ ... , 

I 
I \ 

' i \ ' 

.!. 
\ 

I 

I I ,_ .·· Nao Doentes _/_j Doentes ._1_ - - - --
Resul t<tdo do Te~te 

Figura 5.11 - A curva ROC. (a) Representação gráfica da rclaçüo entre sensibilidade c 

especificidade para lodos os possíveis va lon~s de limiar. (b) O eixo vertica l deste gráfico 

mostra a sensibi I idade. O eixo horizonta I J- especificidade. Cada va lor de I i miar 

corrcsponde a um ponto de operação na curva ROC, o qual repres~:: nta uma combirHt~üo de 

sensibilidade c especificidade. Com altos valores de limiar (1), lodos os pacientes süo 

dassiri cados como nüo doentes, resultando em uma sensibilidade de O ç especificidade de 

1( 1- especificidade =0). Isto corresponde ao ponto no canto inferior esquerdo no gráfico em 

(a). para o mais baixo valor de limiar (5) a sensibilidade c a taxa de fal so positi vo( l­

especificidade) são iguais a 1( especificidade = 0), conespondcndo ao canto superior dire ito 

no gráfico em (a). 
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5.4.3 - Curva FROC 

A curva ROC é largamente utilizada como ferramenta para avaliação de 

diagnósticos radiológicos. Entretanto a curva ROC é estritamente aplicável para uma 

decisão binária do observador : a imagem é normal ou anormal , sem informar a 

loca lização da anormalidade. Em tarefas de detecção, a localização da lesão é de 

suma importância para o tratamento clínico, uma vez que uma posterior intervenção 

cirúrgica necessita desta informação. E esta informação é ignorada pelos estudos 

utilizando curva ROC. Por exemplo, se a decisão do obscrvador(ou algoritmo de 

detecção) for anormal para uma determinada imagem positiva, mas ele indicou uma 

localização incorreta, a avaliação através de curva ROC não vai penalizar o 

observador, e ainda va i considerar como um verdadeiro positivo, ainda que o 

observador(ou algoritmo) tenha cometido 2 erros na imagem: falhou na detecção ela 

lesão vcrdadeira(falso negat ivo) c selecionou uma localização que era livre de lesão 

(falso positivo). Um outro aspecto é quando múltiplas lesões estão presentes na 

mesma imagem. Para uma imagem com dois nódulos, JJUI ~.:xcu tplu, un1 ob~c t vadot 

pode detectar apenas um enquanto outro pode detectar os dois, entretanto a análise 

ROC do desempenho dos dois é idêntica. Ullla forma de so lucionar esta lacuna 

deixada pela análise ROC é uti li zar a f-o'RQC - Frce-response receiver operating 

characterist ic. 

O termo frcc-rcsponse foi introcluziclo por [Egan-6 1] no contex to de 

detecção de sinais sonoros ocorrendo em tempos arbitrários num dado intervalo de 

tempo. Bunch et ai (Bunch-77] adaptou esta aproximação para a detecção de lesões 

em imagens médicas. Eles descreveram um experimento de desempenho do 

observador que utilizou incerteza na loca lização, múltiplas lesões por imagem e 

resposta livre. Foi introduzido o gráfi co da FROC (figura 5. 12) , que ex ibe a taxa de 

localização elas lcsões(sensibiliclade) ve rsus o número médio de falsos pos itivos por 

imagem. 
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Figura 5.12- A curva FROC é definida como a fração verdadeiro posi!iva(sensibilidade) 

versus o númcm méuiu de fa lso::. po::.il ivos por imagem. 

Utili zamos a curva FROC neste trabalho para avalia<;ão do algoritmo de dctcc<y:ão. 
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Capítulo 6 

Resultados 

Neste capítulo apresentamos os resultados de segmentação da borda da 

mama da imagens do MIAS, os resultados da caracterização das lesões da base de 

dados DDSM e os resultados da detecçr'io das lesões não palpáveis do banco do 

HCfMRP. 

6.1 - Segmentação dos mamogramas da base do MIAS 

Para <~va liação da etapa de segmentação da borda ela mama, 100 imagens da 

base do MIAS foram submetidas ao algori tmo desenvolvido. Os resultados obtidos 

foram ava liados pelo Dr José Antonio Hicsingcr Rodrigues, radio logista expt riente e 

especia lista em mamografias, segundo os critérios apresentados na seção 5 .3. 1. 

A figura ó. l ilustra todas as etapas do trabalho de determinação da borda da 

mama. O processamento das imagens den10rou apenas alguns segundos(cle 5 a 7seg), 

mostrando-se aplicável a uma situação real. Os resu ltados mostraram que em 95% 

dos casos a segmentação roi considerada aceitável (categorias I ,2 ou 3). Em 5 

imagens(S %) a segmentação foi considerada insatisfatória. As causas desses 

problemas com a segmentação foram a sobreposição de material ex terno ao 

marnograma (as letras de identificação). 



r, 

65 

(a) (b) (c) 

(d) (o) (IJ 

Figura 6.1 - Etapas da segmentac;ão automática de mamogramas (a) mamograma 

original ; (b) Limiarização pelo método de Ricller & Calvard; (c) Remoção ele 

csptÍ rios; ( cl) Remoção do fundo ela imagem; (e) I3orcla da mama gerada por 

morfologia matemática; (f) Contorno ela mama determinado pelo método proposto. 

6.2 - Caracterização das Rol's da base DDSM 

6.2.1 - Seleção dos Atributos 

A seleção elos melhores atributos foi realizada observando-se o 

resultado elas combinações dos 13 atributos de Haralick utilizados. As tabelas 6. 1 a 

6.4 mostram os melhores resultados dos J3 atributos combinados 9 a 9, 6 a 6, 8 a 8, 

7 a 7, respecti vamente. 
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2 5 6 7 8 10 11 12 13 1. 41 
2 5 6 7 8 9 11 12 13 1. 41 
2 4 5 6 7 8 10 12 13 1. 41 
2 5 6 7 9 10 11 12 13 1. 41 
2 4 5 6 7 8 9 12 13 1. 41 

Tabela 6.1- Valores da distância JM para nove (9) atributos entre as classes normal 

e anormal 

2 6 7 10 12 13 1. 40 
2 4 6 10 12 13 1. 40 
2 5 6 10 12 13 1 . 40 
2 6 7 9 12 13 1. 4 o 
2 6 9 10 12 13 ] . 4 o 

Tabela 6.2 - Valores da distancia J M para seis(6) atributos ·entre as classes normal e 

anormal 

Com 13 atributos combinados 9 a 9os valores foram todos iguais a 1.41 

até a 2a casa decimal. Portanto decidimos utilizar nove atributos selecionando a 

combinação 2 5 6 7 8 10 1 I 12 13. A descrição dos números e seus respectivos 

ai ributos está na seção 5 .2. I. 

2 5 G 
., 10 12 13 l. 40 

2 4 G 7 10 12 13 1. 40 
'2 c., 6 7 q 1 í' 1 l 1 . 40 

-
1 2 6 7 lO 1? 11 1 . 110 
2 6 ., <) 10 1/. 1 3 1. 40 

Tabela 6.3 - Valores da distancia JM para sele(?) atributos entre as classes normal e 

anormal 

2 4 5 6 I 10 1/. 13 1. 41 
2 5 6 7 8 10 12 13 1.1}0 
2 5 6 7 10 11 12 13 ] . 4 o 
2 5 6 7 9 11 12 13 1. 40 
2 5 6 7 8 9 12 13 1. 4 o 

Tabela 6.4 - Valores da distancia J M para oito(8) atributos entre as classes normal e 

a normal 
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6.2.2 ·Classificação das Rol's da Base DDSM 

Inicialmente foram classificados as Rol's da base DDSM utilizando os 

atributos de textura de Haralick e posteriormente utilizando os atributos da 

Transformada Wavelet. A base de dados foi dividida ao meio( designando-se uma 

metade por A e a outra metade por B) e uma parte foi tomada para treinamcnto(A) e 

outra para teste (B). Posteriormente inverteu-se a ordem utilizada na classificação, ou 

seja, B foi tomado para treinamento e A para teste. As tabelas 6.5 a 6.8 trazem os 

resultados desta classificação utilizando o método k-NN. 

A avaliação elo classificador k-NN foi realizada variando-se os três 

parâmetros que o descrevem: o valor ele k, que representa o número de vizinhos mais 

próximos, e os limiares Ln e La que determinam o número mínimo de amostras 

classificadas para as classes normal e anormal, respectivamente, dentro dos k 

vizinhos analizaclos. Os valores de limiar utili zados foram baseados no trabalho de 

l Fcrra r i -~~ J . 

A = treino 
B = teste I 
Parâmetros do classificador (variando o limiar de decisão) 

Especif 
Classe Normal Classe Anormal Sensibilidade ·1-Espec icidade 

K Ln La Acertos Erros Acertos Erros 

11 11 1 1035 154 800 389 0,67 0,1 2 0 ,87 

11 9 3 1142 47 662 567 0,53 0,03 0 ,96 

11 7 5 1171 18 498 691 0,41 0,01 0 ,98 

11 5 7 11 84 5 444 745 0,37 0,00 0 ,99 

11 3 9 11 89 o 386 803 0,32 0,00 1,00 

11 1 11 1189 o 332 857 0,27 0,00 1,00 

Tabela 6.5 - Método k-NN : Classificação das imagens utilizando 9 atributos de 
1--laralick, tendo a metade A, ela base ele dados, para treinamento e a metade B para 
teste. 
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B= treino 
A = teste 

Parâmetros do classificador(variando o limiar de decisão) 
$ensibilidad Especifi 

Classe Normal Classe Anormal e 1-Espec cidade 
I< Ln La Acertos Erros Acertos Erros 

11 11 1 773 416 1184 5 0 ,99 0,35 0,65 
11 9 3 879 310 1176 13 0,98 0,26 0,73 
11 7 5 911 278 1165 24 0,98 0,23 0,76 

11 5 7 929 260 1155 34 0,97 0,21 0,78 

11 3 9 975 214 1138 51 0,95 0,18 0,82 

11 1 11 1038 151 1066 123 0,89 0,12 0,87 

Tabela 6.6 - Método k-NN: Classificação das imagens utilizando 9 atributos de 
Haralick, tendo a metade B, ela base ele dados, para treinamento e a metade A para 
teste. 

A = treino 
B = teste I 
Parâmetros do classificador(variando o limiar de decisão) 

Especi f i 
Classe Normal Classe Anormal Sensibilidade 1-Espec cidade 

I< Ln La Acertos Erros Acer tos Erros 
11 11 1 1035 154 800 389 0,67 0,12 0 ,87 
11 9 3 11 42 47 662 567 0,53 0,03 0 ,96 

11 7 5 1 "171 18 498 691 0,41 0,01 0 ,98 

11 5 7 1184 5 444 745 0,37 0,00 0,99 

11 3 9 1189 o 386 803 ------ 0,32 0,00 1,00 

11 1 11 11 89 o 332 857 0,27 0,00 1,0Q_ 
T abela 6.7 - Método k-NN: Classificação das imagens utilizando 6 atributos de 
energia da T. Wavelel, lendo a metade A, da base ele dados, para treinamento e a 
metade B para teste. 
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B= treino I I 
A = teste I I 
Parâmetros do classificador(variando o limiar de clecisào) 

K 

Sensibilida Especificida 
Classe Normal Classe Anormal de 1-Espec de 

Ln La Acertos Erros Acertos Erros 
11 11 1 198 991 1188 1 0,99 0,83 0,16 

11 9 3 615 574 1162 27 0,97 0,48 0,51 
11 7 5 750 439 1122 67 0,94 0,36 0,63 
11 5 7 851 338 1063 126 0,89 0,28 0,71 

11 3 9 933 256 989 200 0,83 0,21 0,78 

11 1 11 1004 185 ~J10 279 0,76 0,15 0,84 

Tabela 6.8 - Método k-NN: Classificação das imagens utilizando 6 atributos ele 
energia da Transformada Wavelet, tendo a metade ll, da base de dados, para 
treinamento e a metade A para teste. 

foram testados diversos valores ele k no classificador k-NN, 

começando de k = 5 até k = 19. Os melhores resu ltados foram para k = 19, tanto 

utilizando os atributos ele Haralick como os baseados na Transformada Wavelet. Os 

resultados são apresentados nas tabelas 6. 9 a 6.12 . 

A = treino I 
B = teste I I I _ 

Parâmetros do classificador(variando _o limiar de decisão) 
Sensibili 1- Especifici 

Classe Normal Classe Anormal da de Espec da de 

I< Ln La Acertos Erros Acertos Erros 

19 19 1 1008 181 892 297 0,75 0,1b 0,84 

~9 IJ]_ 3 1065 124 - 728 461 0,61 0,10 0,89 

19 13 7 11 65 24 511 678 0,42 0 ,02 0,97 

19 9 11 1184 5 453 736 0,38 0,00 0,99 

19 5 15 1189 o 385 804 0,32 0,00 1,00 

19 1 19 11 89 o 298 891 0,25 0,00 1,00 

Tabela 6.9- Método k-NN: Classificação das imagens utilizando k = 19 e a energia 

ela T. Wavelet, tendo a metade A, da base de dados, para treinamento c a metade ll 

para teste. 
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B= treino I 
A = teste I 
Parâmetros do classificador(variando o limiar de decisão) 

Sensibili Específí 
Classe Normal Classe Anormal da de 1-Espec cidade 

I< Ln La Acertos Erros Acertos Erros 

19 19 1 722 467 1186 3 0,99 0,39 0,60 

19 17 3 822 367 1180 9 0 ,99 0,30 0,69 

19 13 7 897 292 1163 26 0,97 0,24 0,75 

19 9 11 970 219 1143 46 0,96 0,18 0,81 

19 5 15 1058 131 1111 78 0,93 O, 11 0,88 

19 1 19 11 25 64 1000 189 0,84 0,05 0,94 

Tabela 6.10 - Método k-NN: Classificação das imagens utilizando k = 19 e a 

energia da T. Wavelet, tendo a metade B, da base ele dados, para treinamento e a 

metade A para teste. 

B= treino 

A - teste --- -
Parâmetros do classificador(variando o limiar de decisão) 

-

Sensibilid Especif 

I< 
Classe Normal Classe Anormal a de 1-Espec i cidade 

Ln La Acertos Erros 1 Acertos Erros 

19 19 1 117 1072 1189 o 1,00 0,90 - 0,09 

19 17 3 538 651 1184 5 0,99 0,54 0,45 

19 13 7 718 471 1138 51 0,95 0,39 0,60 

19 9 11 857 332 1040 149 0,87 0,27 0,72 

19 5 15 941 248 923 266 0,77 0,20 0,79 

19 1 19 1033 156 830 359 0,69 O, 13 0,86 

Tabela 6.11 - Método k-NN: Classificação das imagens utili zandok = 19 e 9 

atributos de Haralick, tendo a metade B, ela base ele dados, para tre inamento e a 

metade A para teste . 
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A= treino 

B =teste 

Parâmetros do classificador(variando o limiar de decisão) 

K 

Sensibili Especific 
Classe Normal Classe Anormal da de 1-Espec idade 

Ln La Acertos Erros Acertos Erros 

19 19 1 651 538 1184 5 0,99 0,45 0,54 

19 17 3 715 474 1169 20 0,98 0,39 0,60 

19 13 7 803 386 1134 55 0,95 0,32 0,67 

19 9 11 901 288 1085 104 0,91 0,24 0,75 

19 5 15 985 204 1059 130 0,89 O, 17 0,82 

19 1 19 1026 163 987 202 0,83 0,13 0,86 

Tabela 6.12 - Método k-NN: Classificação das imagens utilizando k = 19 e 9 

atributos de Haralick, tendo a metade A, da base de dados, para treinamento e a 

metade B para teste. 

A partir dos dados acnna foram plotadas as curvas ROC para avaliação do 

desempenho do classificador. A figura 6.2 exibe as cmvas ROC das tabelas 6.5, 6.6, 

6.7 e 6.8. 
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k = 19, A = teste;8 = treino; A UC = 0,95464 
k = 19, A = treino; 8 = teste; AUC = O ,89848 
k = ·1·1; A = treino; 8 = teste; AUC = O ,86993 
k = ·11 ; A= teste; 8 = treino; AUC = 0,92184 
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1- Especificidade 

Figura 6.2 - Curvas ROC e suas respectivas áreas, obtidas a partir ela aplicação 

dos atributos ele Harali ck variando-se o valor de k para k = 11 e k = 19. 
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A figura 6.3 exibe as curvas ROC das tabelas 6.9, 6.10, 6.11 c 6.12. 
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Figura 6.3 - Curvas ROC c suas rcspcti vas áreas, obtidas a pa1 tir da aplicação do 

atributo Energia da T. Wavelet variando-se o va lor de k em k = li e k = 19 

6.3 - Detecção das lesões não palpáveis da base HCFMRP 

Após o tre inamento do classificador através da classificação das ROis 

da DDSM, io i realizado a dcteção das lesões não palpáveis da base do HCFMRP. 

No início da etapa de detecção as imagens foram submetidas a um processo de 

remoção de ruído. Isto pode ser observado na figura 6.4. Nesta figura observamos 

uma imagem contendo ruído e sua imagem processada. Após a imagem ser 

processada ela foi submetida ao algoritmo de detecção de lesões não palpáveis. Os 

resultados mostraram que a filtragem fo i eficiente no auxílio ao a lgoritmo de 

detecção,(figura 6.5). 



(a) (b) 

(c) 

Figura 6.4 - Imagem exibindo ruído inserido na etapa de reve lação pela processadora 

de raios-x. (a) Imagem original. (b) Ampliação de urna região da imagem (a) contendo 

ruído. (c) Imagem (b) após filtragem mediana, utilizando uma máscara 3 x 3. 
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Figura 6.5- Região indicada mostra a detecção de uma lesão não palpável, obtida 

pelo algoritmo desenvolvido. 
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Cada ponto da curva FROC é obtido para um determinado valor de falso 

positivo por imagem versus a sensibilidade que por sua vez é determinada pelos 

valores de limiares La e Ln utilizados. Assim para ttJÚ determinado valor de 

sensibilidade devemos processar todas as imagens(mamogramas) pelo algoritmo de 

detecção e obter o respectivo valor de FP por imagem( ou mamograma). Portanto 

variando-se os valores de limiar(La c Ln) e consequentemente de sensibilidade 

obtemos outros valores de FP/Imagem e consequentemente os outros pontos da curva 

FROC. As curvas FROC para o algoritmo de detecção utilizando os atributos de 

haralick c wavelet são exibidas nas figuras 6.6 e 6.7 respectivamente. O algoritmo 

utilizando atributos de Haralick obteve 80% ele sensibilidade com média de 1.47 

falsos positivos por imagem ou mamograma (figura 6.6). O algoritmo utilizando a 

energia da T.W obteve 70% de sensibilidade com média ele 1.96 falsos positivos por 

imagem (figura 6.7). 
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Figura 6.6 - A curva FROC exibindo o desempenho do algoritmo utili zando 

atributos ele Haralick 
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Figura 6.7 - A curva FROC exibindo o desempenho do algoritmo utili zando 

atributos da Transtonnada Wavelet. 

76 



77 

Capítulo 7 

Discussões 

7.1- Segmentação das imagens da base Mini-MIAS 

O processo de segmentação da região mamária foi o primeiro a ser realizado 

no projeto de doutorado. Como inicialmente prevíamos que quaisquer buscas 

efetuadas pelo algoritmo na mamografia deveriam ser delimitadas apenas na região 

ela mama, iniciamos o traba lho pela elaboração ele um algoritmo para efetuar essa 

etapa. Como no início elo traba lho ainda não tínhamos uma base ele dados montada, 

estávamos elaborando uma, optamos por utilizar a base ele dados do MJAS(the 

mammographic image ana lysis society) uma base de dados bastante conhecida e 

utilizada por diversos pesquisadores, para testar e desenvolver o algoritmo ele 

segmentação. Desta base de dados separamos e utili zamos a base mini-Mias que 

possui resolução espacial de 200~-tm e não possui custo de aqu isição. 

Utilizamos entüo 100 imagens médio oblíqua latera is ela base mini -MIAS. As 

Imagens foram segmentadas ut ilizando o algoritmo desenvolvido e descrito no 

capítulo 5. Um radiologista experiente avaliou os resultados obt idos e pôde-se 

observar uma eficácia de 95% na segmentação destas imagens com 5% de rejeição ela 

segmentação efetuada. Esta rejeição deveu-se ao fato elo algoritmo segmentar 

juntamente com a região da mama as legendas indicativas da vista radiografada . Em 

todas as imagens rejeitadas esta legenda estava realmente bem próxima à região el a 

mama. 

Considerando-se que estes problemas foram causados por artefatos na 

imagem, o algoritmo proposto mostrou-se confiável, rápido e perfeitamenle aplicável 

como etapa integrante de um sistema CAD. 



7.2- Caracterização das Rol's da base DDSM 

São discutidos abaixo as etapas envolvidas no processo de 

caracterização. 

7.2.1 - Seleção dos atributos de textura 

7'cl 

A caracterização elas Rol 's (templates) de mama foi uma etapa 

fundamental no desenvolvimento do programa de detecção de lesões não palpáveis. 

Uma vez que não tínhamos ainda uma banco ele imagens de lesões de mama, 

teríamos 2 opções: a criação de um banco ele imagens com lesões caracterizadas 

segundo o padrão BJ-RADS e/ou a utilização de um banco de imagens j á utilizado 

por pesquisadores ela área. Em qualquer das alternativas seria necessária a 

segmentação das lesões ou de uma região da mama contendo as lesões de forma a 

possibilitar a sua caracterização computacional . Durante seu pós doutoramento na 

Universidade de Chicago o Prof. Dr. Paulo M.A. Marques trabalhou juntamente com 

pesquisadores daquela Universidade na elaboração de um banco de imagens de 

regiões ele interesse ex traídas do banco de imagens ela Unive rsidade elo Sul da Flór ida 

- (DDSM - Digi tal Database for Screening Mammography)como descrito HO 

capítulo 5 desta tese. Sobre esta base de imagens de lesões de mama foram 

extraídos os at ributos ele textura utilizados neste trabalho. 

Entretanto a base de imagens de regiões de interesse da U. Chicago, não 

possuía regiões normais. Inicialmente optamos por ex trair regiões normais das 

imagens da base de dados do HCFMRP. Entretando durante a extração dos atri butos 

de tex tura detectou-se uma disparidade nos valores encontrados devido a di versos 

fatores: presença ele ru ído nos mamogramas, inserção de ruído pelo cligitalizador, 

curva de resposta elo digitalizador di ferente elo digitalizaclor da U. Sul da Flóricla . De 

fo rma a so lucionar este problema fez - se necessário então a ex tração de regiões 
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normais da base DDSM, nos mesmos moldes da extração feita pelos pesquisadores 

da U. Chicago. 

Entretanto na etapa de ex tração das regiões normais c dos seus 

respectivos atributos de textura, verificou-se que as imagens da base DDSM foram 

adquiridas por 4 diferentes digitalizadon~s . Cada um deles possuía uma curva de 

resposta distinta para uma única imagem. Isto certamente alteraria os valores de 

textura extraído das imagens. Foi quando optou-se por utilizar os valores de 

densidade ótica para normalizar as imagens evitando as alterações nos níveis de cinza 

geradas pelos diferentes digitalizadores. Foi necessário também reorganiza r as 

imagens, separando-as em 4 grupos, ele acordo com o digitalizador utilizado na 

aquisição. 

O trabalho de ex tração dos utributos de tex tura das imagens demandou 

bastante tempo, pois o número ele imagens é bem grande e precisou ser feito duas 

vezes, pois da primeira vez não foi considerado a alteração produzida no padrão das 

imagens devido aos dil'ercntcs cligitalizadores. 

Após a ex tração dos atributos de textura separamos as imagens em duas 

categorias: normais e anormais e selecionamos o grupo ele atribu tos que melhor se 

aprox imava da distância JM = 1.41(raiz de 2 com duas casas decimais) levando em 

consideração também a otimização do n(llnero de atribu tos utilizados. Conforme a 

tabela 6.1, 5 combinações de 9 atributos obtiveram resultado desejado. 

Consideramos a combinação dos atribu tos 2 5 6 7 8 J O l J 12 l3 que são: 

2-Contrasle; 5- Media da Diferença Inversa; 6-Entropia; 7-Soma ela Ent rop ia; 8-

Diferença ela Entropia; lO-Soma da Variância; ll-Média ela Diferença; 12-Variância 

da Diferença e 13-Medicla de Correlação I. Estes atributos obtiveram o melhor 

resultado dentre as combinações que alcançaram o resultado desejado. 

Evidentemente se aumentarmos o número ele combinações obteremos valores ainda 

melhores da distância JM porém também aumenta remos o custo computacional. 

Todavia não teria sent ido fa lar de seleção ele aributos se não levássemos em conta o 

custo computacional. 
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7.2.2 - Classificação das Rol's da base DDSM 

Após a seleção dos atributos foi realizada a classificação das regiões de 

interesse do banco DDSM. As tabelas 6.5 a 6.12 trazem o resultado desta 

classificação. 

A tabela 6.5 mostra os valores de sensibilidade e especificidade obtidos 

utilizando os atributos de Haralick, fixando k = 1J e variando-se os limiares 

normal(Ln) e anormal (La).A metade inicial(A) da base foi utilizada para treinamento 

e a outra metade(B) para teste. O melhor resultado obtido, considerando-se a 

maximização ela sensibilidade foi especificidade = 56% e respectiva sensibilidade = 
99%. A tabela 6.6 foi obtida ut ilizando a mesma configuração utilizada na tabela 6.5, 

trocando-se a ordem dos dados utilizada para treinamento e teste. O melhor resultado 

foi sensibi lidade de 99% e especificidade de 65%. 

As tahelfi s 6.7 e 6.K apresentam os resultados elos atrihutos lltilizando a 

energta nos níveis 2 e 3 da transformada wavelet, com k =11 e variando-se os 

limiares normal(Ln) e anormal (La). Os va lores obt idos foram sensibilidade de 67% 

e espccil'icidade de 87%. Trocando-se a ordem dos dados, ou seja treinamento com B 

e teste com A obtivemos 99% ele sensibi lidade c 16% ele especificidade, levando-se 

em conta a relevância da sensibi lidade. 

As tabelas 6.9 a 6.12 apresentam os resultados para k = 19. A tabela Cí .9 

mostra os resultados da classificação util izando a energia nos níveis 2 e 3 da 

transformada wavelet , onde a metade inicial(A) da base foi utili zada para 

treinamento c a outra me!ade(B) para teste. O melhor valor de sensibilidade foi de 

75% com especificidade de 84%. Mantendo-se estas configurações mas trocando a 

ordem ela base util izada para treinamento e teste obteve-se sensibilidade de 100% 

com especificidade de 9%. Esse nível de especificidade encontrado ~ bastante baixo 

mas essa diferença cai bastante quando pegamos o elemento exatamente inferior 

desta tabela, ou seja 99% de sensibilidade e 45% de especificidade. Se considerarmos 

ainda o terceiro elemento desta tabela verifica-se uma sensibi lidade de 95% e uma 

especificidade de 60%, ou seja níveis razoáveis. 
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A tabela 6.11 exibe os resultados ela clasificação utilizando os atributos 

de Haralick. Com a metade B para treino e A para teste obteve-se 99% de 

sensibilidade e 60% de especificidade. Invertendo-se a ordem, ou seja, com A para 

treino e B para teste obteve-se 99% de sensibilidade c 54% de especificidade (tabela 

6.12). 

Pode -se notar que os valores acima referidos como os "melhores" 

foram tomados levando-se em consideração que para um sistema CAD o mais 

importante é a alta sensibilclade,ou seja, o quanto o sistema é capaz ele identificar 

uma lesão, quando ela realmente existe. A não identificação de uma região contendo 

lesão, tem um custo muito maior para o paciente do que a indicação ele um falso 

positivo. Evidentemente o aprimoramento do sistema deve levar em conta a melhoria 

da especificidade pois o aumento de fal sos positivos tam~ém prejudica o paciente 

em função do comprometimento psicológico do mesmo. 

Analisando os dados obtidos podemos notar que os valores obtidos com 

k = J 9 foram superiores aos obtidos com k = 11. Isto já era esperado pois a taxa ele 

c 1 ro do classificado r k-NN , quando o número de amostras de treinamento é grande 

aprox ima-se do erro ótimo ele Bayes quando k vai para o infinitolDuda-73 j. 

Os valores obtidos pela uti li zação dos atributos de Haralick foram 

melhores que a energia ela transformada wave let, tanto para os dife rentes valores de k 

quanto para a utilização ela metade A ou B da base de dados para teste. Isto mostra 

que a combinação de diferentes atributos de tex tura é mais representativa do que um 

único atributo utilizando duas escalas (nível 2 e 3) e três 

orientações(horizontal,vertica l e diagonal). 

A análise utilizando curvas ROC mostrou que a clasificação utilizando 

os atributos de haralick obteve área sob a curva (i\UC) de 0,95(teste com metade A) 

e 0,89(teste com metade B) para k = 19 e 0,92(tcste com metade A) e 0,86(teste 

com metade B) para k = 11 . Estes valores são bem razoáveis para o algoritmo 

desenvolvido considerando-se os resultados descritos na literatura. Quando da 

utilização dos atributos baseados na energia da T.W. obteve-se <Í rea sob a curva 

(AUC) de 0,86(testc com metade A) e 0,82(teste com metade B) para k = 19 e 

0,86(teste com metade A) e 0,80(teste com metade B) para k = ll. 
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Considerando-se os resultados mais inferiores obteve-se uma AUC de 

0,89 para o classificador utilizando atributos de haralick e 0,82 quando utilizando os 

atributos baseados em wavelet. Em termos de valores médios foram obtidos AUC = 
0,92 utilizando atributos de Harolick) c AUC = 0,84 utilizando atributos basedos na 

transformada wavelet. A separação da base de dados ao meio foi efetuada apenas 

uma vez. Evidentemente que para a efetiva robustez do sistema, deve-se realizar essa 

divisão exaustivamente até que o resultado do classificador possa convergir para um 

valor específico. Entretanto como a proposta deste trabalho não visa a classificação, 

efetuamos apenas uma vez essa divisão, de forma a verificar se os atributos ex traídos 

poderiam ser utilizados para caracterização das lesões mamográficas. 

7.3- Detecção de Lesões Não Palpáveis 

Durante a etapa de detecçüo das lesões, utilizando o banco ele lesões não 

palpáveis de mama do HCfMRP foi detectado a presença de excessivo ruído nas 

imagens como most ra a Figura 6.4. Esse ruído foi detectado durante a conversão dos 

va lores ele nível de cinza Jas imagens para densidade ótica. Foi rea lizado uma análise 

mais minuciosa das imagens para ident ificação da possível fo nte geradora de ruído. 

As suspeitas recaíram sohre o digitali zador ou a processadora dos filmes de ra ios-x . 

Na época da montagem do banco de imag::ns de lesões não palpáveis, a procçssadora 

util izada na revelação dos filmes ele raios-x foi uma proccssadora Kodak, modelo 

M()A N, a qual foi posteriormente substitu ída pela processadora Kodak modelo M35. 

Foram então tomadas vá rias imagens reveladas com a processadora antiga e com a 

atual c digitali zadas no mesmo digitalizador utilizado nesta pesquisa. Todos os 

filmes revelados pela processaclora nova não possuíam o ruído encont rado, enquanto 

todos os filmes revelados pela proccssadora antiga possuíam . Foi encontrado também 

um ruído do tipo "sal c pimenta"(Figura 6.4). 
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Os resultados da dcteção das lesões foram sat isfatórios e estão de 

acordo com os resultados apresentados na etapa de classificação. Podemos observar 

que o algoritmo utilizando os atributos de Haralick obteve melhor resultado que o 

utilizando a energia da T.W extraída dos níveis 2 e 3 (80% de sensibilidade com 1.47 

FP médio contra 70% e 1.96 FP médio, respectivamente). Estes resultados estão 

compatíveis com os valores relatados na literatura e podem certamente ser 

melhorados através do aprimoramento do algoritmo. A utilização de outras 

wavelets(Daubechies, symlcts, etc) e ainda de outros níveis da T.W., como também a 

combinação destes atributos com os de Haralick pode nos fornecer va lores de 

performance melhores dos que o que obtivemos neste trabalho. Um outro aspecto 

importante diz respeito ao tempo de processamento, ou custo computacional dos 

algoritmos desenvolvidos. Apesar ele obter resultados inferiores, o tempo de 

processamento gasto no algoritmo uíilizando a Transformada Wavclet foi 

sensivelmente menor que o utilizando a matriz de co-ocorrência. Enquanto que o 

algoritmo ele detecção utilizando a T.W. gastou cerca de 15 segundos no 

processamento de uma imagem, o algoritmo util izando os atributos de r [aralick 

r,a"tou cerca de 5 minutos. 

7.4 - Conclusões 

Uma das primeiras discussõc·s acerca do trabalho realizado é quanto ao 

seu aspecto inovador na investigação da detecção de lesões não palpáveis de mama. 

Diversos trabalhos têm sido fe itos c propostos na literatura mas nenhum focando a 

detecção de lesões não palpáveis, que são em muitos casos grandes responsáveis pela 

detecção tardia do câncer de mama e consequentemente causando vá rias mortes. 

Um outro aspecto acerca do trabalho realizado é que a escolha ou 

desenvolvimento de uma base de dados representativa da rea lidade de um serviço 

hospita lar é funcléunental para o sucesso e val idade do trabalho. As classes 

envolvidas no processo ele classificação devem estar muito bem representadas pelas 

amostras ele treinamento. Neste trabal ho o número de imagens envolvidas na etapa ele 

caracterizaçãodas Roi's foi bem grande permitindo uma ampla representatividade dos 
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diversos tipos de lesão de mama. Além disso a diversidade de bases de imagens 

utilizada fornece robustez ao trabalho, uma vez que as imagens elas três bases ele 

dados utilizadas possuem características diferentes simulando uma situação ele 

aplicação real elo algoritmo. 

É importante ressa ltar também que o perfeito controle elo processo de 

aquisição e digitalização das imagens é f1Inclamental para evitar a inserção de ruídos 

indesejáveis nas imagens. Entretanto isso nem sempre é possível. Neste aspecto este 

trabalho também mostrou robustez, pois houve a necessidade de um pré 

processamento das imagens para remoção de ruídos inseridos durante o processo de 

revelação dos filmes, mostrando assim como o algoritmo se. comporta numa situação 

real. 

Em nenhum momento foram selecionadas as melhores imagens para o 

processamento, pois procurou-se sempre desenvolver o algoritmo para utilização em 

situações da rot ina clínica. 

Esperava-se que a energia da Tranformada Wavelct obtivesse melhores 

resultados que os atrihutos de IIaralick, o que de falo não ocorn.:u. Entretanto ex iste 

um u(uucro muito grautle de uíve is da tran. founada que não foram utili zados, em 

fu nção elo grande vo lume de dados que seri am gerados c da variabilidade ele 

combinações de atributos. Os atributos não utilizados ela T.W. certamente podem ser 

pcsquisados. Além disso a combinação destes atri bu tos com out ros como os de 

Haralick por exemplo pode resultar em melhores índices de desempenho. 

O class ificador não paramétrico K-NN obteve bom resultado mas outros 

classificadores podem ser utilizados, como por exemplo os dassificadores baseados 

em redes neurais ou o classilicaclor Bayesiano. A utilização deste último pode gerar 

melhores resultados em fun~ão elo grande volume de dados utilizado além de ter um 

custo computacional menor que o classificador K-NN. 

Por fim pode-se dizer que o algoritmo desenvolvido obteve resultados 

sati sfatór ios, salientando que o algoritmo objetivou o aspecto da robustez e 

aplicabi I idade na rol i na clínica. 
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Sugestões Para Trabalhos Futuros 

Felizmente diversas melhorias e sugestões podem ser propostas para este trabalho. 

Dentre elas podemos destacar: 

• 

o 

Otimização do processo de varredura da imagem diminuindo o tamanho da 

janela. 

Diminuição da resolução espacial de 84~tm para 200 ~lm nas imagens 

contendo massas através por exemplo de uma re-amostragem gaussiana, pois 

isso diminuiria sensivelmente o ruído auxiliando no desempenho dos 

atributos baseados na matriz de CO··OCorrência. 

o Inclusão de uma etapa de classificação automática das lesões detectadas. 

o Caracterização de um banco de imagens contendo apenas lesões não 

palpáveis. 

• Caracterizar separadamente nódulos c microcald ficações. 

• Combinação ele atributos de tex tura e sua investigação na classificação e 

detecção de lesões. 

• Investigação ela caracterização elas imagens em outras categorias. 
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Glossário de Termos 

( 'AD- abreviatura de ( 'ompnter Aided /Jiagnosis. Sistema de dtagnósttco auXIliado 
por computador. 

Campu Randômico de 114ar!uJI' A!ullireso/uçtio(CRfvfM). téc.nicR 11tilizada para 
segmentação de estruturas. 

C'la<Jsificador Bm,sec11w· Classificador baseado na teoria ele decisão de Bayes. 
Filtro de alto reforço (unshwp maski11g}. Filtro utihzado para realce de contraste 

Dp1- Dots per inch - Pontos por polegada Medtda de resoluçao cspacwl. 

DWCE - Density-weight contrast enhancement - filtro de realce de contraste 
utilizado para acentuar o realce de estruturas mamográficas. 

1'7-?0C- Fr('r- Receiver Opera1ing \ haracteristic \ harl'lcteristic me1odologi<:l 
utilizada na avaliaçáo de desempenho de algoritmos de deLecção. 

Lem,e-One Out metodologia tttilizadll par<~ treinamento e teste de um algoritmo 
Num GOllJUlliO dt dados dt i'ullallilo t~ são uultzauu:s N-1 dadus fJéttd u~::utallttttlu e 1 
para teste. Isto é feito N vezes e a penormance é medida pela a méd1a desses N testes 
simples. Este método também e conhecido como round-rohin oujack-knife. 

Mahalanobis- Métrica de distância entre um ponto x e a média j.l. No caso 
unidimensional é denominada escore z. 

JvDAS - The Mammographic Image Analysis Society. Base de imagens mamográficas 
extremamente utilizada por diversos pesquisadores. 

MLP - Mult Layer Perceptron. Rede neural artificial com várias camadas de 
neurônios. 

Pixels - Picture Element - menor unidade da imagem. 

Rede Ne11ral Artificial - Técnica utilizada para classificação de dados que simula o 
funcionamento do sistema neural humano. 

ROI- abreviatura de Region of lnterest -Região de interesse. 

ROC - Receiver Operating Characteristi c - metodologia utilizada na avaliação de 
desempenho de classificadores. 
Stepwise - Metodologia para seleção de atributos muito utilizada para discriminar 
modelos entre microcalcificações benignas e malignas. 
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