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RESUMO

Oliveira, Breno R. Gomes. Analise estatistica de curvas de crescimento sob o enfoque
classico e Bayesiano: aplicacdo a dados medicos e biologicos. 2015. 79 péginas.
Dissertacdo de mestrado — Faculdade de Medicina de Ribeirdo Preto, Universidade de S&o
Paulo, Ribeiréo Preto, 2015.

Introducdo: A curva de crescimento € um modelo empirico da evolucdo de uma
quantidade ao longo do tempo. As curvas de crescimento sdo utilizadas em muitas
disciplinas , em particular no dominio da estatistica, onde hd uma grande literatura sobre o
assunto relacionado a modelos ndo lineares. Metodo:No desenvolvimento dessa
dissertacdo de mestrado, foi realizado um estudo baseado em dados de crescimento nas
areas biologica e médica para comparar os dois tipos de inferéncia (Classica e
Bayesiana), na busca de melhores estimativas e resultados para modelos de regressdo néo
lineares, especialmente considerando alguns modelos de crescimento introduzidos na
literatura. No método Bayesiano para a modelagem ndo linear assumimos erros normais
uma suposicdo usual e também distribuicBes estaveis para a variavel resposta. Estudamos
também alguns aspectos de robustez dos modelos de regressdo nédo linear para a presenca
de outliers ou observagdes discordantes considerando o uso de distribui¢des estaveis para a
resposta no lugar da suposicdo de normalidade habitual. Resultados e Conclusdes:
Anadlise dos dois exemplos pode-se observar melhores ajustes quando utilizada o método
Bayesiano de ajustes de modelos n&o lineares de curvas de crescimento. E bem sabido que,
em geral, ndo h& nenhuma forma fechada para a funcdo densidade de probabilidade de
distribuicbes estaveis. No entanto, sob uma abordagem Bayesiana, a utilizacdo de uma
variavel aleatoria latente ou auxiliar proporciona uma simplificacdo para obter qualquer
distribuicdo a posteriori quando relacionado com distribuicdes estaveis. Esses resultados
poderiam ser de grande interesse para pesquisadores e profissionais, ao lidar com dados
ndo Gauss. Para demonstrar a utilidade dos aspectos computacionais, a metodologia é
aplicada a um exemplo relacionado com as curvas de crescimento intra-uterino para
prematuros. Resumos a posteriori de interesse sdo obtidos utilizando métodos MCMC
(Markov Chain Monte Carlo) e o software OpenBugs.

Palavras-chave: curvas de crescimento, distribuicdo estavel, analise Bayesiana, métodos

de Monte Carlo em Cadeias de Marko



ABSTRACT

Oliveira, R. Breno Gomes. Statistical Analysis of growth curves under the classical and
Bayesian approach: application to medical and biological data. 2015. 79 pages. Master's
thesis - Faculty of Medicine of Ribeirdo Preto, University of Sdo Paulo, Ribeirdo Preto,
2015.

Introduction: The growth curve is an empirical model of the evolution of a quantity over
time. Growth curves are used in many disciplines, particularly in the field of statistics,
where there is a large literature on the subject related to nonlinear models. Method: In the
development of this dissertation, a study based on data growth in biological areas and
medical was conducted to compare two types of inferences (Classical and Bayesian), in
search of better estimates and results for nonlinear regression models, especially
considering some growth models introduced in the literature. The Bayesian method for
nonlinear modeling assume normal errors an usual assumption and also stable distributions
for the response variable. We also study some aspects of robustness of nonlinear regression
models for the presence of outliers or discordant observations regarding the use of stable
distributions to the response in place of the usual assumption of normality. Results and
Conclusions: In the analysis of two examples it can be seen best results using Bayesian
methodology for non linear models of growth curves. It is well known that, in general,
there is no closed form for the probability density function of stable distributions.
However, under a Bayesian approach, the use of a latent random variable or auxiliary
variable provides a simplification to get every conditional posterior related to stable
distributions. These results could be of great interest to researchers and practitioners when
dealing with non-Gaussian data. To demonstrate the utility of the computational aspects,
the methodology is also applied to an example related to intrauterine growth curves for
premature infants. Posterior summaries of interest are obtained using MCMC methods
(MCMC) and the OpenBugs software.

Keywords: growth curves, stable distribution, Bayesian analysis, Monte Carlo methods in
Markov Chains
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1. Introducéao

O uso de métodos quantitativos é essencial para a area de saude. Nessa direcao
novos modelos estatisticos sdo considerados e introduzidos na literatura para analisar
dados médicos. Entre as vérias técnicas usadas na analise de dados médicos, a analise de
regressdo € uma das técnicas estatisticas dentro da &rea de métodos quantitativos mais
utilizadas para anélise de dados em geral, pois a partir de modelos de regressao se investiga
e se modela relacOes entre varias variaveis (ver por exemplo, Freedman et al. 2004, Lyles
& Kupper 1997, Chen & Wang 2004).

No estudo de andlise de regressdo, utiliza-se de modelos matematicos que
relacionam o comportamento de uma varidvel Y com outra X. Quando a funcdo f que
relaciona duas variaveis € do tipo f(x) = a + bx temos um modelo de regressdo linear
simples. A varidvel X é uma variavel independente da equagéo, enquanto Y = f(x) é a
variavel dependente relacionada com X. O modelo de regressdo é chamado modelo de
regressdo linear simples quando envolve uma relagdo causal entre duas variaveis. O
modelo de regressdo é chamado modelo de regressdo multiplo quando envolve uma
relacdo causal com mais de duas varidveis, sendo uma das técnicas estatisticas mais
amplamente empregada para se obter previsdes de interesse.

Modelos de regressdo linear sdo amplamente utilizados em ciéncias médicas,
bioldgicas, econdmicas, sociais e da engenharia para descrever possiveis relacdes entre as
variaveis. E considerado como um dos mais importantes instrumentos utilizados nestas
areas.

Na andlise de regressao linear, os dados sdo modelados utilizando-se funcbes de
previsdo linear, e 0s parametros do modelo s&o desconhecidos e estimados a partir dos
dados. Geralmente, refere-se a regressdo linear para um modelo em que a média
condicional de Y dado o valor de X é uma funcéo de X.

Modelos de regressdo linear tem muitos usos praticos. A maioria das aplicacdes se

engquadram em uma das seguintes duas grandes categorias:

e Se 0 objetivo é a predicdo ou previsao, modelos de regressdo linear podem ser
utilizados para ajustar um modelo preditivo para um conjunto de dados

observados de valores Y e X. Apos o ajuste de um modelo deste tipo, se um
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valor adicional de X é dado, entdo, o modelo ajustado pode ser usado para fazer

uma previsao do valor de Y.

e Dadas as variaveis ou covariaveis X, ..., X, que podem estar relacionadas com
a resposta ou variavel dependente Y, a analise de regressdo linear, pode ser
utilizada para quantificar a magnitude da relagdo entre Y e X;, j = 1, ..., p. Isso

é dado por testes de hipdteses nos parametros de regresséo.

Modelos de regresséo linear sdo freqiientemente ajustados usando-se a abordagem
de minimos quadrados. Na andlise de regressdo linear verifica-se o efeito conjunto das
covariaveis na resposta Y (ver, por exemplo, Draper e Smith, 1981; Seber e Lee, 2003; ou
Montgomery e Runger, 2011). Um exemplo de modelo de regressdo com duas variaveis

independentes é dado por:

Vi = Bo + B1x1i + Baxzi + & (1)

parai=1,..,n e ¢ , € um termo relacionado ao erro (variavel ndo-observada) suposto
como uma quantidade aleatdria. Este erro aleatério inclui todos os outros fatores que
poderiam influenciar a variavel dependente Y néo incluidos no modelo de regresséo.
Em geral, os modelos de regressao linear, sdo representados pela relacéo:
Y=u+e, 2)
em que, Y = (Y, Y, ..., Y,)t € um vetor de variaveis aleatérias e um vetor de médias u
dado por:
n=XpB, 3
onde, X é uma matriz de variaveis explanatérias e B = (B4,...,5,) € um vetor de
parametros de regressdo. Nesta relacdo tem-se que vetor de erros € = (g, ..., £,)¢ segue
uma distribuicdo Normal Multivariada, isto é, &~N(0,02l,), onde I, é uma matriz
identidade, sendo assim, temos um vetor de erros normais, com média zero e variancia
constante.
Em muitas areas de aplicagdo podemos ter relaces ndo-lineares entre as variaveis
de interesse, sendo necessario a modelagem néo-linear para relacionar as variaveis.
As curvas de crescimento séo incluidas em uma classe de modelos néo-lineares
utilizados na biologia para modelar diferentes problemas como o tamanho da populagéo ou

de biomassa (em ecologia populacional e demografia, para analise de crescimento da
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populacéo) ou a altura do corpo individual ou de biomassa (em fisiologia, para analise de

crescimento de individuos). A curva de crescimento € um modelo empirico da evolugéo de

uma quantidade ao longo do tempo. As curvas de crescimento sdo utilizadas em muitas

disciplinas além de biologia, em particular no dominio da estatistica, onde ha uma grande

literatura sobre o assunto relacionado a modelos ndo lineares. As curvas de crescimento

sdo muitas vezes modeladas como sendo um processo estocastico continuo.

Na area médica muitos estudos com curvas de crescimento sdo apresentados na

literatura. Alguns exemplos que motivam o presente estudo:

Curvas de crescimento individuais foram usadas para testar se o0
desenvolvimento de criancas com dificuldades de leitura é melhor
caracterizada por modelos de atraso de desenvolvimento ou déficit de
desenvolvimento (Francis et al, 1996).

As curvas de crescimento intra-uterino padrdo disponiveis com base em
pesos de recém-nascidos podem subestimar o crescimento fetal no periodo
pré-termo. Curvas de crescimento sdo apresentadas com base em dados de
quatro centros escandinavos para 759 pesos fetais estimados com ultrasom
em 86 gestacOes sem complicagdes (Marsal, K.,1996).

Curvas de crescimento padrdo para acondroplasia, a forma mais comum de
nanismo, foram construidas com base em medicdes de altura, velocidade de
crescimento, 0 segmento superior e inferior, e perimetro cefalico em 400
andes achondroplasticos. Estas curvas padrdo fornecem a base para
determinar o crescimento normal nestes individuos, para auxiliar na
determinacédo de desordens sobrepostas, e para avaliar qualquer crescimento
acelerado terapia (Horton,1978).

Um estudo foi feito para criar e validar nova forma de calcular o peso intra-
uterino, comprimento e curvas de crescimento do perimetro da cabeca
usando uma grande amostra, relacionada a diversidade racial dos Estados
Unidos e para comparar com as curvas de Lubchenco (Olsen et al,2010).
Com base nas suas respostas a um questionario auto-administrado, 697
individuos saudaveis ndo-fumantes foram escolhidos a partir de uma
amostra aleatoria representativa da populacdo nédo-mexicano-americano
branco de Tucson, Arizona, incluidos em um estudo longitudinal da satde

respiratoria. Para cada tema, o primeiro conjunto satisfatério de dados de
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fluxo de volume obtidos durante os primeiros trés inquéritos consecutivos
foi selecionado para andlise. Para a capacidade vital forcada (CVF) e
volume expiratorio forcado no primeiro segundo (FEV1), o melhor valor
Gnico para cada individuo foi selecionado. Outras medicdes de fluxo-
volume foram obtidos a partir do teste inico com a melhor soma FEV, além
de FVC. Estes dados foram utilizados para obter melhores equacGes de
predicdo para cada sexo, por faixa etaria para 5 variaveis da espirometria e
fluxo-volume (Knudson et al, 1983).

A Organizacdo Mundial de Saude (OMS), em colaboracdo com uma série
de instituicdes de pesquisa em todo o mundo, esta desenvolvendo novos
padroes de crescimento infantil. Como parte de um amplo processo de
consulta para selecionar os melhores métodos estatisticos, a OMS convocou
um grupo de estatisticos e especialistas em crescimento infantil para rever
0s métodos disponiveis, desenvolver uma estratégia para avaliar 0s seus
pontos fortes e fracos, e discutir questdes metodoldgicas que possam ser
enfrentadas no processo de construir novas curvas de crescimento. Para
selecionar o método a ser utilizado, o grupo propds um de dois estagios
para processo de tomada de decisdo. Em primeiro lugar, para selecionar
alguns métodos relevantes com base em uma lista de critérios definidos e,
por outro, para comparar 0os métodos que utilizam testes disponiveis ou
outros procedimentos estabelecidos. O grupo analisou 30 métodos de curvas
de crescimento alcancados. Utilizando os critérios pré-definidos, alguns
foram selecionados combinando cinco distribuicfes e duas técnicas de
alisamento. Como o nimero de métodos selecionados foi considerado
demasiado grande para ser totalmente testado, um estudo preliminar foi
recomendado para avaliar a qualidade do ajuste dos cinco distribuicdes.
Métodos baseados em distribuicdes com mau desempenho foram eliminados
e 0s métodos restantes foram totalmente testados e comparados (Borghi et
al, 2006).

Curvas brutas de crescimento para a funcdo motora de criangas com
sindrome de Down (SD) e estimacdo da probabilidade de que as fungdes
motoras sdo alcangadas por diferentes idades. Desenho: analise da curva de

crescimento ndo-linear com um ou 2 parametros (taxa, limite superior)
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modelo. Ambiente: programas de intervencdo precoce, escolas e orfanatos.
Participantes: Cento e vinte e uma criangas com SD, com idades entre um
més a 6 anos. Principais desfechos: medida da funcdo motor (Gross Motor
Function Measure - GMFM) e severidade da deficiéncia motora.
Resultados: as curvas para criangas com sindrome leve (n = 51) e moderada
/ grave (n = 70) foram caracterizados por um aumento maior na pontuacéo
GMFM durante a infancia e aumentos menores como as criangas que se
aproximaram da pontuacdo maxima prevista de 859 ou 87,9. A
probabilidade estimada de que uma crianca iria rolar em torno de 6 meses
foi de 51%; sentar-se em torno de 12 meses, 78%; engatinhar em torno de
18 meses, 34%; andar, em torno de 24 meses, 40%; e correr, subir escadas e
pular em torno de cinco anos, de 45% para 52%. Conclus@es: as criangas
com SD necessitam de mais tempo para aprender os movimentos de acordo
com o aumento da complexidade. A gravidade da deficiéncia afetou a taxa
mas ndo o limite superior da funcdo motora. Os resultados tém implicacfes
para aconselhamento dos pais, a tomada de decisfes sobre as intervencoes
de motor, e antecipando o prazo para a realizagdo das fungdes motoras. ©
2001 pelo Congresso Americano de Medicina de Reabilitacdo e da
Academia Americana de Medicina Fisica e de Reabilitagdo (Palisano et al,
2001).

e A andlise dos dados de crescimento retrospectiva de 72 pacientes com
displasia  diastrophic, 62 pacientes com displasia  congénita
spondyloepiphyseal e 61 pacientes com pseudoachondroplasia permitiu o
estabelecimento de padrdes de referéncia de crescimento preliminares para a
altura para cada transtorno. Além disso, uma comparacdo das curvas para
altura média para estes trés distdrbios e acondroplasia dissimilaridades

reveladas nos padrdes de crescimento (Horton et al, 1982).

Muitos outros estudos também sdo observados na literatura (ver por exemplo,
Nicosia e Ottinetti A ,1990; Nishida ,H.; Sakamoto,S., Sakanoue, M., 1985; Chou et al
1998).

Um exemplo de dados de crescimento em medicina é dado nas Tabelas la e
1b.Informagdes para os dados das Tabelas 1a e 1b (Fonte:Olsen et al, 2010): O objetivo


http://europepmc.org/search?page=1&query=AUTH:%22Nicosia+RF%22&restrict=All+results
http://europepmc.org/search?page=1&query=AUTH:%22Ottinetti+A%22&restrict=All+results

18

deste estudo foi o de criar e validar novo peso intra-uterino, comprimento e perimetro
cefalico curvas de crescimento, utilizando uma amostra contemporéanea grande dos EUA.
Dados de criancas recém-nascidas (Pediatrix Medical Group) com idades entre 22 a 42
semanas de gestacdo no nascimento em 248 hospitais de 33 estados norte-americanos
(1998-2006) para o0 peso ao nascer, comprimento, perimetro cefalico, a idade gestacional
estimada e género (GA=idade gestacional; HC=circunferéncia da cabeca).

Na Figura 1a, temos as curvas de crescimento relacionadas aos dados da Tabela 1a.

Na Figura 1b, temos as curvas de crescimento relacionadas aos dados da Tabela 1b.

Curvas de crescimento - criangas do sexo feminino
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Figura 1la: Curvas de crescimento-criancas do sexo feminino (dados dos EUA)

Curvas de crescimento-criangas do sexo masculino
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Figura 1b: Curvas de crescimento-criangas do sexo masculino (dados dos EUA)
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Tabela 1a: Pesos,comprimentos e circunferéncia da cabeca por tempo de gestacdo de criangas de sexo
feminino nos EUA (n=55445) - (Fonte:Olsen et al,2010)

GA, wk n Birth Size Percentile
Mean sSD 3rd 10th 25th 50th 75th 90th 97th
Weight, g
23 133 587 a0 MA= 477 528 584 639 687 NA=
24 438 649 89 464 524 585 651 713 ir2 828
25 603 738 121 511 584 657 737 816 885 953
26 773 822 143 558 645 732 827 921 1004 1085
27 966 934 168 615 719 822 936 1047 1147 1244
28 1187 1058 203 686 807 928 10681 1193 1310 1425
29 1254 1199 226 778 915 1052 1204 1354 14839 1621
30 1606 1376 245 902 1052 1204 1373 1542 1693 1842
31 2044 1548 271 1033 1196 1361 1546 1731 1897 2062
32 3007 1730 300 177 1352 1530 1731 1933 2116 2297
33 4186 1960 328 1356 1545 1738 1956 2178 2379 2580
34 5936 2194 357 1523 1730 1944 2187 2434 2661 2888
30 5082 2420 440 1626 1869 2123 2413 2711 2985 3261
36 4690 2875 514 1745 2028 2324 2664 3015 3339 3667
37 4372 2948 251 1958 2260 2575 2937 3308 3651 3997
38 5755 3184 512 2235 2526 2829 3173 3525 3847 4172
39 5978 3342 489 2445 2724 3012 3338 3670 3973 4276
40 5529 3461 465 2581 2855 3136 3454 3776 4070 4363
41 1906 3546 A77 2660 2933 3214 3530 3851 4142 4433
Length, cm
23 133 209 18 MNA= 277 28.7 299 310 3149 NA®
24 438 31.0 1.7 27.5 287 29.8 31.1 323 33.3 34.3
25 603 32.3 20 28.3 207 31.0 32.3 336 348 359
26 773 33.4 2.2 282 30.7 321 33.6 351 36.3 374
27 966 35.0 23 302 319 334 35.0 36.6 379 391
28 1187 36.4 2.5 314 331 34.8 36.5 38.1 39.5 40.8
29 1254 378 27 328 348 36.3 38.0 397 412 425
30 1606 306 26 343 36.0 37.7 395 413 427 441
31 2044 409 26 387 375 392 41.0 427 441 455
32 3007 421 26 371 389 408 42 3 440 455 469
33 4186 437 26 386 40.3 419 437 454 469 483
34 5936 450 26 308 415 432 450 46.7 482 497
35 5082 46.0 27 4049 42 8 44 3 46.2 480 495 51.0
36 4630 472 28 420 437 455 474 432 50.8 52.3
37 4372 484 2.8 432 449 46.6 48.5 50.3 5189 534
38 5755 495 26 44 4 461 A7.7 495 512 527 542
39 5978 501 25 453 469 485 50.2 519 53.3 547
40 5529 an.7 24 461 47 .8 491 a50.8 524 53.8 951
41 1906 51.3 24 467 482 497 51.3 528 542 55.5
HC, cm
23 133 208 1.2 MNA= 195 201 209 216 222 NA=
24 438 217 1.1 196 20.3 21.0 21.8 225 232 238
25 603 227 1.2 204 211 219 227 234 241 248
26 773 235 1.2 212 220 227 236 244 251 259
27 966 245 13 2149 228 236 245 254 26.2 27.0
28 1187 25.9 1.5 227 237 246 25.5 2B6.5 27.3 281
29 1254 26.5 1.5 236 24 8 255 26.5 275 284 292
30 1606 27.5 1.5 24 6 258 26.5 275 28.5 294 302
31 2044 284 1.5 25.5 26.5 27.4 284 294 30.3 311
32 3007 203 1.5 26.5 27 4 28.3 293 30.3 312 320
33 4186 302 1.5 273 283 292 30.2 312 321 33.0
34 5936 311 16 281 291 301 31.1 322 331 340
35 5082 319 16 288 298 308 319 33.0 340 349
36 4830 328 1.7 204 30.5 31.5 327 33.8 348 358
37 4372 33.3 1.7 301 311 322 33.3 344 354 36.3
38 5755 35.8 16 307 31.7 327 33.7 348 357 36.7
39 5978 34.0 1.5 311 32.0 33.0 34.0 35.1 36.0 369
40 5529 342 1.5 314 32.3 33.3 34.3 35.3 36.1 37.0
41 1906 345 1.5 3.7 326 33.5 345 35.5 36.3 371
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Tabela 1b: Pesos,comprimentos e circunferéncia da cabeca por tempo de gestacdo de criangas de sexo
masculino nos EUA (n=73995) - (Fonte:Olsen et al,2010)

GA, wk n Birth Size Percentile
Mean sSD ard 10th 25th a0th 75th aoth a7th
Weight, g
23 133 622 74 MA= o093 a63 621 B7T 727 MA=
24 451 683 96 497 561 623 680 706 813 869
25 722 7T 116 550 626 700 780 a7 926 992
26 881 888 145 613 D4 794 880 983 1065 1145
27 1050 100 170 680 789 895 1008 1120 1218 1312
28 1281 1138 203 758 84 1007 1141 1271 1385 14896
29 1805 1277 218 845 o88 1128 1280 1429 1560 1688
30 1992 1435 261 938 1114 1272 1443 1612 1761 1906
31 2460 1633 275 1083 1267 1441 1631 1818 1984 2147
32 3677 1823 306 1246 1433 1622 1828 2034 2218 2308
33 2014 2038 341 1422 1623 1830 2057 2284 2488 2688
34 7281 2288 364 1588 1810 2035 2285 2536 2763 2887
39 6952 2529 433 1728 1880 2238 2527 2818 3084 3348
36 7011 2798 498 1886 2170 2452 2792 3127 3432 3737
37 6692 3058 218 2103 2401 2708 3056 3411 3736 4060
38 8786 3319 27 2356 2652 2958 3306 3661 3986 4312
39 8324 3476 498 2545 2833 3131 3469 3813 4129 4446
40 7235  3b8B2 433 2666 2950 3245 3579 3919 4232 4545
41 2538 3691 a18 2755 3039 3333 3666 4007 43189 4633
Length, cm
23 133 305 16 MNA= 28.0 291 30.3 314 524 MNA=
24 451 315 18 279 291 30.3 31.5 328 339 348
25 722 327 2.1 28.8 30.2 31.5 529 342 504 36.5
26 881 342 22 239 31.3 528 543 39.7 57.0 38.2
27 1030 356 24 31.0 326 541 30.7 373 58.6 39.8
28 1281 3rz 23 52.2 33.9 535.9 7.2 388 402 41.8
29 1503 38.6 23 33.9 32.2 56.9 387 403 a7 431
30 1982 39.9 238 348 36.6 58.3 401 418 432 446
31 2460 4135 23 36.2 38.0 39.8 418 433 447 46.1
32 3677 428 27 37.7 39.5 112 430 447 461 475
33 2014 443 26 39.1 409 426 444 46.1 475 489
34 7291 456 26 404 422 439 457 474 489 50.3
35 6952 468 27 4115 433 450 469 486 a0.2 51.6
36 7011 480 238 427 445 462 481 439 51.5 53.0
37 6692 492 27 440 457 474 493 511 526 54.1
38 8786 202 27 452 468 485 50.2 520 53.5 55.0
39 8324 210 24 461 477 433 51.0 527 o042 5.6
40 7235 216 24 4619 484 433 518 532 047 96.1
41 2538 921 24 475 430 505 521 537 55.1 56.5
HC, cm
23 133 213 1.0 MA= 20.0 206 213 220 227 MA=
24b 431 222 1.1 201 208 215 222 230 256 243
25 722 251 1.1 209 217 224 25.2 2389 246 25.3
26 881 241 1.3 218 225 233 242 250 25.7 26.4
7 1030 252 1.3 226 235 243 252 26.0 26.8 276
28 1281 26.1 14 235 243 252 26.1 271 279 286
29 1505 7o 14 243 25.2 261 a7 280 288 296
30 1982 279 15 251 26.1 270 28.0 290 298 30.6
31 24860 289 15 26.0 270 279 289 299 30.8 31.6
32 3677 298 15 269 78 2838 299 308 31.8 32.6
33 2014 307 1.6 T 287 297 30.8 318 32.7 33.6
34 7291 316 1.6 28.5 295 30.5 316 327 33.6 34.6
35 6952 324 1.6 29.2 30.3 31.3 324 336 34.5 30.9
36 7011 332 1.7 239 31.0 5321 55.2 343 55.3 36.3
37 6692 338 1.7 30.6 317 527 3359 35.0 56.0 36.9
38 8786 344 1.7 31.2 32.2 53.2 544 35.5 56.4 7.3
39 8324 346 16 31.5 325 53.5 346 39.7 56.6 7.6
40 7233 348 1.3 31.8 32.8 53.8 348 359 56.8 37T
41 25038 351 1.3 32.0 33.0 540 30.0 36.1 7.0 7.8
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Com essas consideracdes observa-se que ha um grande interesse em estudar modelos
de crescimento em medicina sob diferentes enfoques da inferéncia estatistica. O objetivo
principal desse estudo é analisar um ou mais conjuntos de dados médicos de crescimento
sob diferentes procedimentos de inferéncia estatistica. Como esses modelos sdo casos
especiais de modelos de regressdo ndo lineares, apresentamos a seguir alguns conceitos

béasicos sobre modelos n&o-lineares.
1.1 Alguns conceitos basicos em modelos de regressao ndo-lineares

Métodos de inferéncia classica padrdo em geral sdo usadas para se obter estimativas
pontuais ou por intervalo para os parametros dos modelos de curvas de crescimento sob a
metodologia de modelagem ndo-linear. A metodologia de regressdo nao-linear é similar a
metodologia de regressao linear, isto €, uma abordagem de modelagem para relacionar uma
resposta Y para um vetor de covariaveis, v = (vy, ..., v;). Diferente da metodologia de
regressdo linear frequentemente utilizada para a construcdo de um modelo puramente
empirico, a metodologia de regressdo ndo linear ocorre geralmente quando ha alguma
motivacdo ou interpretacdo fisica o que implica que a relacdo entre a resposta e 0s
preditores segue uma forma funcional particular. Um modelo de regressdo ndo linear tem a

forma geral,
Yi = f(vifg) + &py (4)

onde Y; sdo as respostas, i = 1, ...,n; f € uma fungdo conhecida do vetor de covariaveis;
v = (14, ..., V) ) € um vetor de k covariaveis ou variaveis independentes; 8 = (91, ...,Bp) é
0 vetor de parametros e &; sdo erros aleatorios. Os erros &; sao geralmente assumidos como
ndo correlacionadas com a distribuicdo normal com média zero e variancia constante. O
critério mais popular para estimar o vetor @ de parametros do modelo ndo-linear (4) €
encontrar estimativas para os parametros (minimos quadrados ndo-lineares) que minimiza

a soma dos quadrados dos erros, dado por,

imalyi — f (v, 0))° (5)
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Observacdo: Se os erros g seguem uma distribuicdo normal, entdo o estimador de
minimos quadrados para @ também é o estimador de maxima verossimilhanca.

Normalmente, as estimativas de regressao ndo linear devem ser calculadas por meio
de processos iterativos de otimizacdo usando métodos para minimizar a soma dos
quadrados dos erros na expressdo (5). E importante salientar que a definicdo de néo-
linearidade é relacionada com os parametros desconhecidos e ndo como a relacdo entre as
covariaveis e a resposta. Como um exemplo, Y = B, + B,v + B,v? + €, é considerada
como um modelo linear (ver, por exemplo, Bates e Watts, 1988; Ratkowsky, 1983; Seber e
Wild, 1989).

Uma técnica iterativa popular para encontrar os estimadores de minimos quadrados
para modelos ndo lineares € o algoritmo de Gauss-Newton. O algoritmo de Gauss-Newton
incrementa a estimativa trabalhando 6 a cada iteracdo de um montante igual ao dos
coeficientes da regressao linear da corrente de residuos e sobre X.

Se a fungdo f em (5) é continuamente diferenciavel em 6, entdo ele pode ser

linearizado como localmente,
f(v; 0) = f(vx 90) + Vo(9 - 90) (6)

onde V, é a matriz de gradiente nxp com elementos of (wi 90)/80-9 6, é um vetor de
j

valores iniciais para 0 processo iterativo. Isto leva ao algoritmo de Gauss-Newton, para

estimar 6,
6, = 6, + (VgVo)~'Vge (7
onde e é o vetor de residuos de trabalho y; — f(v;, 6y).

Se os erros &; sdo independentes e normalmente distribuidos N~(0, o2), entdo o
algoritmo de Gauss-Newton, é uma aplicacdo do método escore de Fisher. Este algoritmo é
implementado em muitos softwares estatisticos existentes como, por exemplo, R,
MINITAB versdo 16 ou SAS. Se X é uma matriz de posto completo em uma vizinhanca
da solugdo de minimos quadrados, pode-se mostrar que o algoritmo de Gauss-Newton ira

convergir para a solugdo correta usando bom valor inicial. Em trabalhos praticos, ndo ha
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qualquer garantia, no entanto, de que o algoritmo ira convergir a partir de valores distantes
da solucdo. Algumas melhorias do algoritmo de Gauss-Newton, sdo dadas na literatura
como o algoritmo de Levenberg-Marquart (ver, por exemplo, Seber e Wild, 1989).
Inferéncias para os parametros dos modelos ndo lineares sdo obtidas a partir da

normalidade assintdtica dos estimadores de minimos quadrados para @ com média 6 e

. I T -1 s . .
matriz de variancia-covariancia o2((V'V)) , onde a variancia ¢” é geralmente estimada

por,

52 2{ [y = £(41.0) ]}//(n_p) 8)

E importante salientar que, como a inferéncia assintdtica para os modelos de
regressdo ndo linear € baseada com uma analogia com modelos lineares, e desde que essa
inferéncia é apenas aproximada e como 0 modelo atual difere de um modelo linear, foram
propostas varias medidas de ndo-linearidade na literatura para verificar o qudo boa séo as
aproximag0es lineares em cada caso. Uma classe de medidas usa curvaturas (curvaturas
intrinsecas) da funcdo f e baseia-se em termos de dimensdo das segundas derivadas de f
(ver, por exemplo, Bates e Watts, 1980). Outra classe de medidas: curvatura intrinseca
definida pelo residuos u; = y; — f(v;, @) ou curvaturas efeito de parametros (ver, por
exemplo, Bates e Watts, 1988).

Em muitas situacdes nos deparamos com conjunto de dados em que as variaveis de
interesse ndo seguem um padréo de variabilidade homogénea, por exemplo, em estudos
com curvas de crescimento, havendo necessidade de trabalharmos com modelos regresséo
em que a variabilidade é heterogénea, também chamado de modelos de regressdo
heterocedasticos.

Se temos heterogeneidade de variancia (ver por exemplo, Cepeda et al, 2009) , é
conveniente assumir uma modelagem da variancia relacionando com outras variaveis

explanatérias, da seguinte forma:

of = g(z,7), 9)
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onde, z; = (zi1,Ziz, -, 2Zin)"; ¥ = (Vi -, V)" € um vetor de pardmetros de regressdo e g
uma funcdo nédo linear apropriada. Assim, um modelo normal n&o linear com variancia
heterogénea possui dois importantes componentes, média caracterizada por uma funcéo
ndo linear e variancia especifica para cada observacéo.

Uma boa alternativa para se obter inferéncias mais precisas e previsdes para
modelos ndo lineares ¢ o0 uso de métodos bayesianos especialmente usando métodos
MCMC (Monte Carlo em Cadeias de Markov) como o algoritmo de Gibbs sampling (ver,
por exemplo, Gelfand e Smith, 1990; ou Casella e George, 1992), ou o algoritmo de
Metropolis-Hastings (ver, por exemplo, Chib e Greenberg, 1995).

Na abordagem Bayesiana, a informagdo que se tem do pardmetro de interesse 0 é
de extrema importancia na obtencéo de boas inferéncias. Assim, sob o contexto Bayesiano,
0 parametro 6 € uma quantidade aleatéria no qual existem diferentes graus de
conhecimento que variam de problema para problema e de investigador para investigado.

Além da possibilidade de incorporacdo de informagdes a priori, outras vantagens
relacionadas com a inferéncia Bayesiana sdo caracterizadas, como a auséncia de
pressuposi¢oes quanto aos modelos utilizados e pela facilidade da adogdo da estimacéo por
intervalo ( ver por exemplo, Amaral, 2008). A abordagem Bayesiana quase sempre leva a
inferéncias mais acuradas do que a observada na inferéncia classica.

Portanto, uma andlise Bayesiana dos modelos ndo lineares e principalmente em

modelos de curvas de crescimento pode ser de grande interesse e de utilidade préatica.
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2. Objetivo

Desenvolver um estudo baseado em dados de crescimento médicos para comparar 0s dois
tipos de inferéncia (Classica e Bayesiana), na busca de melhores estimativas e resultados
para modelos de regressdo ndo lineares, especialmente considerando alguns modelos de
crescimento introduzidos na literatura. Além disso, também vamos considerar dados
longitudinais e modelos com variancia heterogénea e tambem distribuicfes estaveis para a

variavel resposta, para curvas de crescimento.



26

3. Metodologia

3.1.  Introducdo a modelos de curvas de crescimento

Em biologia, geralmente o interesse estd associado & descri¢do do crescimento de
animais, plantas e até mesmo de bactérias na tentativa de entender seus mecanismos
essenciais. Dessa forma, a analise de modelos ndo-lineares é de fundamental importancia
na producdo animal, pois essas andlises incluem as situacbes em que as unidades
experimentais ou individuos, de diferentes subpopulagGes ou tratamentos (sexo, raca, entre
outros), sdo analisados ao longo de diversas condi¢Ges de avaliacdo (tempo, doses etc).
Entre essas analises, destacam-se as curvas de crescimento na producdo animal, que
relacionam os pesos (y) e as idades (t) dos animais, modelados por meio de modelos néo-
lineares (Davidian e Giltinan, 1996; Paz, 2004).

Entre as varias aplicacbes das curvas de crescimento na producdo animal,
destacamos: sumarizar em modelos com trés ou quatro parametros, as caracteristicas de
crescimento da populacdo, onde alguns parametros dos modelos ndo-lineares possuem
interpretabilidade bioldgica; avaliar o perfil de respostas de tratamentos ao longo tempo;
estudar as interacOes de respostas das subpopulacdes ou tratamentos com o tempo;
identificar em uma populacdo os animais mais pesados em idades mais jovens; essas
informacBes podem ser obtidas investigando- se o relacionamento para algum parametro
das curvas de crescimento (pode ser a média) com o tempo, que expressam a taxa de
declinio na taxa de crescimento relativa, e o peso limite do animal ou peso assintético
(Sandland & Mcgilchrist, 1979; Draper & Smith, 1980; Davidian & Giltinam, 1996). Essas
aplicacdes sdo de interesse geral nos estudos de curvas de crescimento.

Na agricultura, sdo Obvias as vantagens econdmicas e administrativas em saber
como a producdo cresce, 0 quao rapido elas crescem, e como alguns fatores relacionados as
condicdes do meio ambiente ou do tratamento afetam o crescimento. Como uma ilustracéo
desse tipo de estudo podemos citar o artigo de Silva (1010) onde os autores usam dados
simulados e dados reais de animais Nelore, para a estimagdo dos componentes de
covariancia dos parametros do modelo de crescimento de Von Bertalanffy, por meio da
metodologia bayesiana hierarquica. Com base nos componentes estimados, foram
encontradas as herdabilidades para cada pardmetro do modelo e as correlagdes genéticas e

ambientais entre esses parametros.
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O crescimento infantil é um tema de grande interesse na medicina, assim como o
crescimento de tumores e os efeitos dos tratamentos sobre tais crescimentos. Em estudos
de curvas de crescimento de recém-nascidos, € natural que 0 peso ou 0 comprimento tenha
uma variabilidade pequena ap6s o nascimento, mas esta variabilidade tende a crescer
conforme o tempo, mostrando que modelos homocedasticos nos levam a resultados com
subestimacdo do verdadeiro valor do peso do recém-nascido, havendo assim, a necessidade
de outras metodologias como a estimacdo de parametros de modelos heterecedasticos
(Souza, 2011).

Em outra area de aplicacdo, os quimicos utilizam modelos de crescimento na
formulacdo de uma reacdo quimica em relacdo ao tempo. Estudos de cinética quimica
visam compreender as relacdes existentes entre as velocidades das reacbes (tempo) e 0s
fatores que as influenciam, tais como concentracdes de substrato, presenca ou nao de
catalisadores, temperatura, pH, estado fisico dos reagentes, dentre outros. A relacdo entre a
velocidade de reacdo e a concentragdo de substrato é frequentemente de interesse
particular. Essa relacdo é representada por uma equacdo matematica, o0 modelo cinético,
geralmente ndo linear, no qual geralmente utiliza-se modelo de curva de crescimento de
Michaelis-Menten e Hill para estimacdo dos parametros de interesse. Ferreira, et al (2014)
aborda o problema da construcdo de delineamentos experimentais eficientes para os ajustes
de modelos nédo lineares em estudos de cinética quimica através do modelo de Michaelis-
Menten e Hill.

Em modelos de curvas de crescimento, parte-se do principio que existe uma relacdo
funcional entre os efeitos de tratamentos e o tempo de aplicacdo, e que esta relacdo possa
ser modelada. A funcdo pode ser aproximada por um polindbmio, devendo os coeficientes
dessa representacdo polinomial, bem como, variancias e variancia-covariancia, serem
estimadas através dos dados (Xavier, 2000).

Algumas vantagens podem ser destacadas no ajuste de curvas de crescimento:

e Possibilitar que sejam feitas previsdes sobre o comportamento médio da resposta,
para ocasides diferentes daquelas para as quais o estudo foi planejado.

e Possibilitar que sejam feitas comparacdes mais sensiveis entre as subpopulacoes,
em funcdo do nimero reduzido de pardmetros.

e Possibilitar a aquisicdo de um maior conhecimento sobre o processo de variacéo

temporal da resposta (Lima, 1988).
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Véarios modelos de crescimento sdo introduzidos na literatura e aplicados as mais
diversas areas da ciéncia. Alguns modelos citados séo:

e Modelo Gompertz (Gompertz, 1825);

e Modelo Michaelis-Menten (Michaelis e Menten,1913);

e Modelo de Brody;

e Modelo Logistico;

¢ Modelo Von Bertalanffy;

e Modelo Exponencial ;

e Modelo Weibull.

Em muitas aplicacOes, a parte sistemética da resposta é conhecida por ser monétona
crescente em v, onde v pode representar tempo ou dosagem. Modelos de regressdo néo-
linear com esta propriedade sdo chamados modelos de crescimento. O modelo de

crescimento mais simples é o modelo de crescimento exponencial,

f,0) = 01exp(—0,v) (10)
onde 6 = (6,,0,).
Muitos outros modelos de crescimento séo introduzidos na literatura. Nessa dissertagéo

vamos considerar os seguintes modelos:
E necessario colocar os graficos de cada modelo?Seria interessante
(i) f(,6)=06,+0,v% onde 6 = (6,,6,,065).
(i)  f(v,0) =6, + 0,exp[O;v](crescimento exponencial), onde 6 = (6,, 6,, 03).
(i)  f(v,0) = 6,exp[6,v] + B;exp[—0,v], onde 8 = (64,6,,65,0,).

(iv) f(v,0) = ‘9117/[6)2 + ] (Michaelis-Menten), 8 = (0,4, 65, ). (11)

V)  f(v,0) = 0,exp[—exp(6, — 6;v)](Gompertz), onde 6 = (04, 6,, 65).

vi)y f(,0)=06,+(6,— 91)/ 1+ exp e 93)/94 ., (logistico), onde 6 =

(91' 92' 93' 94)
(vii)  f(v,0) = 0, + (8, — 61)exp[—65v%|(Weibull), onde 8 = (6;, 8,, 03, 6.,).
(viii) f(v,0) =1 — exp[—exp(6; — 0,v)](Sigmoid), onde 6 = (6,,6,,).
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Observe-se que todos esses modelos poderiam ser considerados para modelar as curvas
de crescimento. Em muitos casos, temos interpretacdes fisicas para o0 uso de um
determinado modelo. Em outras situacdes, devemos tentar diferentes modelos de

crescimento para decidir pelo melhor modelo para ser assumido pelos dados.
3.2.  Introducéo aos métodos Bayesianos

Os métodos Bayesianos tém sido considerados alternativas muito eficazes e
poderosas na analise de dados. Esse método possui uma filosofia muito diferente do
método frequentista. No método classico, os pardmetros do modelo sdo considerados
constantes desconhecidas, e no método Bayesiano todos os pardmetros sdo considerados
quantidades aleatdrias. Uma caracteristica muito importante é o fato desta analise permitir
a incorporacdo da informacdo de um especialista junto a informacéo dos dados.

A inferéncia Bayesiana tem como fundamentacdo a Formula de Bayes, a qual
combina os dados com a informacdo a priori €, entdo, se obtém a posteriori (priori ja
complementada pela informagdo dos dados), onde € realizado todo o processo inferencial

(ver, por exemplo, Box e Tiao, 1973; Paulino et al., 2003).
3.2.1. Férmula de Bayes

Considere uma partichio do espaco amostral (2, onde o0s eventos
Ay, A,, ..., A, formam uma seqiiéncia de eventos mutuamente exclusivos e exaustivos, isto
¢, Uili4/=0 e A;nA; =0 (conjunto vazio) para i#j tal que P(U,4;)=

;‘zlA]- = 1. Sendo assim, para qualquer outro evento B(B < Q), temos,

P(B|A;)P(4;)

P(AiIB) = =1 P(BI4))P(4))

(12)

para todo i variando de 1 até k.
Supor, agora, um vetor de dados y = (y4, ..., )€ 6 (quantidades desconhecidas)
0s parametros de uma distribuicdo de probabilidade associada com a varidvel aleatdria Y;

com valores observados y;, i = 1, ..., n.
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Considere y = (y4, ..., ¥,) Uma amostra aleatoria, onde os dados sdo independentes
e identicamente distribuidos. Supor que y possui uma distribuicdo conjunta dada por
f (y|0) e seja m(8) uma distribui¢do a priori para 8. Entdo assumindo os valores discretos

0., ..., Oy, encontramos de (12), a distribuicdo a posteriori para 8; dado y,

' _ fOle)r(8y)
m(Oily) = 251 F(v16,)m(6,) (13)

onde o parametro 6 também é considerado como uma quantidade aleatéria, no enfoque
Bayesiano.
Para 6 assumindo valores continuos num dado intervalo, podemos escrever (13)

por

f(y|6)m(6)

m(61y) = 776y

(14)

em que a integral no denominador de (14) é definida no intervalo de variacéo de 6.

3.2.2. Distribuicéo a Priori

Na analise Bayesiana, a distribuicao a priori € utilizada a fim de representar o que
ja é conhecido sobre parametros desconhecidos, antes de se avaliar os dados. Deve-se ter
muita cautela ao definir uma distribuicéo a priori, afinal se esta informacdo néo for bem
definida pode-se chegar a interpretagdes errdneas. Uma distribuicdo a priori para um
parametro pode se dar de varias formas, sendo possivel ocorrerem a partir de
procedimentos subjetivos ou objetivos.

A distribuicdo a priori conjugada € uma priori informativa, onde a distribui¢do a
priori e a posteriori pertencem a mesma classe de distribuicGes. A passagem da priori para
a posteriori envolve apenas uma simples mudanca nos pardmetros, sem a necessidade de
calculos adicionais (ver, por exemplo, Paulino et al., 2003).

A distribuicdo a priori também pode ser a incorporacdo do conhecimento de um
pesquisador, ou seja, 0 pesquisador se baseia na sua pratica e no seu feeling para definir a

priori. Em muitas situacdes praticas esse conhecimento do especialista ndo existe ou, se
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existe, ndo é fidedigno. Nesse caso, caracteriza-se uma “ignorancia a priori” (ver, por
exemplo, Paulino et al., 2003). Nestas situacdes sdo utilizadas as prioris ndo informativas,
ou seja, prioris de referéncia “neutras” (ver, por exemplo, Box e Tiao, 1973). A utilizacao
deste tipo de priori permite a comparacdo com os resultados obtidos pela inferéncia
cléassica, haja vista que através de uma priori ndo informativa, o0 modelo é baseado apenas
na informacdo dos dados amostrais. Existem varios métodos para se definir a priori ndo
informativa, como por exemplo: Método de Bayes- Laplace, Método de Jeffreys, entre

outros (ver, por exemplo, Box e Tiao, 1973; Paulino et al., 2003).

3.2.3. Critério para Discriminacdo de Modelos — Deviance Information Criterion
(DIC)

O critério DIC (proposto por Spiegelhalter et al., 2002) é baseado na média a
posteriori da deviance. Define-se a deviance por

D(®) = —-2InL(H) + C, (15)

em que # € um vetor de parametros desconhecidos do modelo; L(8) é a verossimilhanca e
C € uma constante (nem sempre conhecida) na comparacao de dois modelos.
O critério DIC é dado ent&o por

D(6) = D(0) + 2pp, (16)

em que D(0) é o desvio calculado na média a posteriori § = E(8|y) e pp € 0 nimero de
parametros do modelo, dado por p, = D — D(8) em que D = E[D(8]y)] é a média a
posteriori do desvio que mede a qualidade do ajuste dos dados para cada modelo. Para a

conclusdo, os menores valores de DIC indicam os melhores modelos.
3.2.4. Meétodos de simulacéo para amostras da distribuicéo a posteriori

Na presente sessdo sera apresentado um breve resumo das técnicas de simulacdo

usadas neste trabalho para se obter os sumarios a posteriori de interesse.
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Para a obtencdo de sumaérios a posteriori de interesse, geralmente é necessario
resolver integrais Bayesianas que ndo apresentam solugdo analitica. Na pratica, observa-se
que os modelos utilizados nem sempre sdo simples para se obter 0s resumos a posteriori.
Mesmo que se tenha uma priori e uma verossimilhanca simples, a juncdo delas pode
produzir uma distribuicdo a posteriori muito complicada (ver, por exemplo, Paulino et al.,
2003).

Os métodos com base em amostragem, como, por exemplo, 0 método de Monte
Carlo com Cadeias de Markov (MCMC), passaram a ser muito utilizados com o avanco
dos recursos computacionais (hardware e software). Esses métodos consistem na
simulacdo de uma variavel aleatéria a partir de uma cadeia de Markov, no qual a sua
distribuicdo assintoticamente se aproxima da distribuicdo a posteriori (ver, por exemplo,
Bernardo e Smith, 1994).

A cadeia de Markov € um processo estocastico no qual o proximo estado da cadeia
depende somente do estado atual e dos dados. No entanto, existe uma relacdo com o estado
inicial, que € descartado apds um periodo de aquecimento, o chamado “burn-in”.

As formas mais usuais dos métodos MCMC séo os amostradores de Gibbs e o
algoritmo de Metropolis-Hastings. Essas duas formas simulam amostras da distribuicdo a
posteriori conjunta a partir das distribuicbes condicionais (ver por exemplo, Gelfand e
Smith, 1990; Chib e Greenberg, 1995).

O amostrador de Gibbs nos permite gerar amostras da distribuicdo a posteriori
conjunta desde que a distribuicdes condicionais completas possuam formas fechadas ou
conhecidas. Por outro lado, o algoritmo de Metropolis-Hasting permite gerar amostras da
distribuicdo a posteriori conjunta com distribuicdes condicionais completas possuindo ou

nao uma forma conhecida ou fechada.
e Amostrador de Gibbs

Suponha 7 (@]y) uma distribuicdo a posteriori conjunta, sendo @ = 6,, ..., 6, no
qual desejamos obter inferéncias. Para isso, simulam-se quantidades aleatorias de
distribuices condicionais completas = = (6;|y, 6;)).

Considere os valores iniciais (arbitrarios) para 6@ = (6,6, ...,6{")). Dessa

forma, segue o seguinte algorimo:
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- Gerar 6 de n(@lly, o, ., 9,51));
- Gerar 05" de (6,1, 6,65 ..., 0*);

(...) (17)

- Gerar 0 de (6,1y, 0., 65" ..., 0%, );

Substitua os valores iniciais por 8@ = (6,6, ...,6"), para uma nova

realizacdo. Os valores 91(2),92(2), ...,H,EZ), para z suficientemente grande, convergem para

um valor da quantidade aleatoria com distribuicdo m(8]y) (ver, por exemplo, Bernardo e
Smith, pag 353, 1994).

e Algoritmo de Metropolis-Hastings
Suponha uma amostra de densidade ndo regular T[(Gile(i))’ em que Oy =
(61, .,0i_1,0i1+1,.,0%). Seja q(0,B) o nucleo de transicdo da distribuicdo p(6) que

representa (6;]6;), e que transforma 6 em 8.

Desta forma o algoritmo é dado por:

- Inicie com 8@e indicador de estagio j = 0;

- Gerar um ponto B do ndcleo de transicdo q(8Y7, B); (18)
- i ) U+1) — . o p(B)q[6D,B]
Atualizar 6% por 6 B, com probabilidade, p = min {1,—19[6(1,)61[/3’9(]_)]] ,

ficar com 8Y) com probabilidade 1 — p;

- Repetir os dois Ultimos passos até conseguir uma distribuicdo estacionéria.

Importante observar: se um valor candidato é rejeitado, entdo o valor atual é
considerado na proxima etapa; o terceiro passo o valor de p ndo depende da constante
normalizadora; o algoritmo de Metropolis Hastings é especificado pela densidade
candidata para geragdo q(x,y) (ver, por exemplo, Bernardo e Smith, 1994; Chib e
Greenberg, 1995).
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4. Um exemplo de dados de crescimento em estudos ambientais

Na Tabela 2, temos um conjunto de dados relacionados com a concentracao de bifenil
policlorados (PCB), residuos em uma espécie de trutas do lago Cayuga, NY, EUA
reportados por Bache et al (1972). As idades dos peixes foram conhecidas com preciséo,
porque os peixes foram colocados anualmente como animais de um ano e claramente
marcados com o ano. As amostras foram tratadas e residuos de PCB em partes por milhdo

(ppm) foram estimados utilizando cromatografia em coluna.

Tabela 2: Dados de contaminac&o de trutas do lago Cayuga

Obs Idade PCB log(PCB)

1 1 0,6 -0,51083
2 1 1,6 0,47000
3 1 0,5 -0,69315
4 1 1,2 0,18232
5 2 2,0 0,69315
6 2 1,3 0,26236
7 2 2,5 0,91629
8 3 2,2 0,78846
9 3 2,4 0,87547
10 3 1,2 0,18232
11 4 3,5 1,25276
12 4 4,1 1,41099
13 4 5,1 1,62924
14 5 5,7 1,74047
15 6 3,4 1,22378
16 6 9,7 2,27213
17 6 8,6 2,15176
18 7 4,0 1,38629
19 7 5,5 1,70475
20 7 10,5 2,35138
21 8 17,5 2,86220
22 8 13,4 2,59525
23 8 4,5 1,50408
24 9 30,4 3,41444
25 11 12,4 2,51770
26 12 13,4 2,59525
27 12 26,2 3,26576
28 12 7,4 2,00148
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Na Figura 2, temos os graficos de PCB versus idade e log(PCB) versus idade. Dos
gréaficos da Figura 2, observa-se que existe uma relagdo ndo-linear para os dados originais

e transformados para uma escala logaritmica.

Plots dos PCB observados e log(PCB) versus idade
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Figura 2: Plots dos PCB observados e log(PCB) versus idade
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5. Analise dos dados da Tabela 2

Assumindo iniciamente uma abordagem classica padrdo para modelos ndo lineares,
considerando os modelos de crescimento (i) - (viii) introduzidos em (11) com as respostas
na escala logaritmica (PCB), e usando o software MINITAB versdo 16, temos na Tabela 3,
as estimativas para cada modelo de crescimento assumido. A partir dos resultados da
Tabela 3, observa-se que, para alguns modelos de crescimento, precisamos de um grande
namero de iteracdes para obter a convergéncia do algoritmo de Gauss-Newton.

Na Figura 3, temos os gréaficos de log observada (PCB) e os modelos ajustados
versus observacOes. A partir dessas figuras, observamos que a maioria dos modelos
assumidos tem ajuste razoavel para os dados (modelos 1,2,4,5,6 e 7 apresentados na Tabela
4). Apenas os modelos 3 e 8 aparentam n&o serem adequados para os dados. E importante
observar na Tabela 3 que a soma dos valores absolutos para as diferencas (observado -

estimada média).

Tabela 3: Soma dos valores absolutos para as diferencas (Inferéncia Cléssica)

Modelos Soma dos Valores Absolutos

1 11,4412
2 11,1411
3 15,5568
4 12,0196
5 11,0047
6 11,0209
7 11,0310

8 23,4592
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Tabela 4: Estimativas classicas para modelos de crescimento

Modelo ajustado #iteracdes Estimadores(SE) (Desvio Padrao)
0, 0, 0, 0,
Modelo (1) 11 -4,86638 4,70326  0,19681
log(PCB) = 6, + 0,1dade® (8,42903) (8,27683) (0,27393)
Modelo Exponencial (2) 17 3,12932  -3,92923  -0,19029
log(PCB) = 0, + 0,exp[0;1dade] (0,578479) (0,451280) (0,074400)
Modelo (3) 200 12,9631 0,0304 -12,7809 0,0495
log(PCB) = 0,exp[0,1dade] + 65 exp[—0, (10164,1) (7,1) (10163,5) (8,1)
* Idade]
Modelo Michaelis Menten (4) 12 8,6431 23,9661
log(PCB) = 6,1dade/[0, + Idade] (5,3952)  (20,0487)
Modelo Gompertz (5) 14 2,70624 1,53316 0,43543 -
log(PCB) = 0,exp[—exp(0, — O;idade)] (0,30029) (0,42996) (0,135794)
Modelo Logistico (6) 13 2,9167 -5,145 -0,85077  3,56075
log(PCB) (0,7308)(22,1369)(16,8113) (4,2535)
=01+ (6, —0,)/[1+ exp((Idade — 03)/6,)]
Modelo Weibull (7) 18 2,92618 -0,56122 0,14451  1,18735
log(PCB) = c + (8, — 0,) * exp[—031dade’+] (0,80668)(0,88077)(0,17344) (0,77622)
Modelo (8) 21 -3,4462 -1,2850

log(PCB) =1 — exp[—exp(0, — 0,1dade)]

(5,80409) (2,26049)




Plots log(PCB) versus medias estimadas considerando os diferentes modelos ajustados
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Figura 3: Plots log(PCB) versus medias estimadas considerando os diferentes modelos ajustados

Observar que as estimativas classicas obtidas e apresentados na Tabela 4, podem
ser muito instaveis dependendo dos valores iniciais utilizados no algoritmo iterativo.
Normalmente, € dificil obter bons valores iniciais empiricos para ser utilizado no
procedimento iterativo. Outro ponto: os erros-padréo das estimativas obtidas podem ser
muito grandes como se observa na Tabela 4. Gréaficos de residuos para os modelos
ajustados por minimos quadrados sdo apresentados no Apéndice 1. Em geral observa-se
normalidade dos residuos e variancia constante para os modelos ajustados.

Sob uma abordagem bayesiana, temos na Tabela 6, 0os sumarios a posteriori de
interesse, considerando os oito modelos de crescimento (1) - (viii) introduzidos em (11)
assumindo uma distribuicdo normal para o erro (ver (4)) e usando o software OpenBugs
(Spiegelhalter et al, 2003) assumindo as seguintes distribui¢des a priori: 8;~U(0,1),j =
1,23,4e {=1/0%~G(1,1), onde G (a, b) denota uma distribuicdo gama com média
a/b e variancia a/b?. Foram simulados 10.000 amostras de Gibbs, onde uma amostra
de aquecimento (“burn-in sample) de 1.000 amostras foram descartadas para eliminar
os efeitos dos valores iniciais no processo iterativo de simulacao e obtendo uma amostra
final de tamanho 900 (cada amostra foi escolhida de 10 em 10 das 9000 amostras
restantes) . A convergéncia do amostrador de Gibbs foi monitorada a partir de graficos
de séries temporais das amostras simuladas. No Apéndice A2 sdo apresentados apenas

o0s codigos dos programas OpenBugs usados para cada modelo de crescimento.
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A partir dos resultados da Tabela 6, observa-se que o desvio padrdo a posteriori
para cada pardmetro do modelo de crescimento € muito pequeno. Isso mostra uma
possivel vantagem do método bayesiano quando comparado com o método classico. E
importante salientar que estes sumarios a posteriori obtidos por métodos MCMC sao
muito precisos ndo dependendo de aproximacdes, como é considerado utilizando a
abordagem cléssica.

Para decidir sobre 0 melhor modelo estatistico podemos usar a selecdo Bayesian
Deviance Information Criterion (DIC) —ver secdo 3.2.3, este critério é especialmente util
em problemas onde amostras da distribuicdo a posteriori para 0s parametros do modelo
foram simulados utilizando Cadeias de Markov Monte Carlo (MCMC).

Na Figura 4, temos os graficos de log observada (PCB) e modelos ajustados
versus observacdes e na Tabela 5 temos as somas dos valores absolutos das diferencas
(valor observado — estimador da média). A partir dessas figuras e da tabela, observa-se
que os modelos de 1, 5 e 6 ddo um bom ajuste para os dados. Na verdade, as somas dos
valores absolutos das diferencas para os modelos 1, 5 e 6 sdo dadas, respectivamente,
por 11,8508 (DIC = 45,0), 11,0915 (DIC = 49,47) e 11,7191 (DIC = 51,17). Ou seja,
obtemos resultados muito semelhantes, uma indicacdo de ajustes adequados,
considerando estes trés modelos. Considerando-se os modelos 2, 3, 4, 7 e 8, os valores
para estas diferencas sdo dadas, respectivamente, por, 14,5878, 12,0738, 16,8414,
12,3670 e 25,1309, uma indicacdo de que esses modelos ndo sdo bem ajustados pelos
dados.Em geral, 0 modelo 5 (Gompertz) fornece o menor valor para a soma dos valores
absolutos das diferencas (observada - estima média) e pequeno DIC (40,47), ou seja,
podemos considerar este modelo como o modelo mais adequado.

Tabela 5: Soma dos Valores Absolutos (Bayesiana)

Modelos Soma dos Valores Absolutos

il 11,8508
2 14,5878
3 12,0738
4 16,8414

5 11,0915
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6 11,7191
7 12,3670
8 25,1309

Tabela 6: Estimadores Bayesianos para 0s modelos de crescimento assumindo erros normais

Modelo ajustado DIC Média a posteriori (Desvio-padréo)
6, 6, 03 0,
Modelo (1) 45.0 -0.7804 0.9227 0.5946
log(PCB) = 6, + 0,Idade? (0.4839) (0.3843) (0.1458)
Modelo Exponencial (2) 61.71 -0.5457 1.096 0.1065
log(PCB) = 6, + 0,exp[651dade] (0.5339) (0.4373) (0.02785)
Modelo (3) 52,56 -1.701 0.4978 1.094 -0.08517
log(PCB) = 6,exp[0,1dade] + 05 exp[—0, = [dade] (0.6316) (0.2242) (0.2721) (0.02407)
Modelo Michaelis Menten (4) 67.6 2314 2.054
log(PCB) = 0,1dade/|0, + Idade] (0.3152) (0.662)
Modelo Gompertz (5) 40.47 2.506 1.546 0.501
log(PCB) = 6,exp[—exp(6, — B;idade)] (0.2677) (0.4094) (0.1404)
Modelo Logistico (6) 51.17 2.319 -1.458 1.873 1.746
log(PCB) (0.2294) (0.6554) (0.6762) (0.4869)

=0, + (6, —0,)/[1 + exp((Idade — 65)/6,)]

Modelo Weibull (7) -6.60 -1.318 -0.4967 -0.7765  0.3727
log(PCB) = ¢ + (6, — 0;) * exp[—031dade®] (0.6242) (0.4649) (0.3716)  (0.1372)
Modelo Sigmoid (8) 87.31 -0.3885 -0.7789

log(PCB) = 1 — exp[—exp(6, — 8,Idade)] (1.048) (0.5216)
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Figura 4: Plots de log observada (PCB) versus média a posteriori
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6. Uso de uma distribuicao estavel para modelos de crescimento

Em muitos casos, a suposic¢do habitual de normalidade para os erros em (1) néo
pode ser apropriado. Esta situacdo ocorre, por exemplo, quando temos observacdes
discordantes que podem afectar grandemente as inferéncias obtidos. Desta forma,
poderiamos assumir distribuicbes mais robustas para os dados, como a distribuigdo
estavel. Outro ponto de interesse: a utilizacdo dos resultados de inferéncia assintoticas
ndo poderia ser precisas dependendo dos tamanhos de amostra e a curvatura intrinseca
da funcédo fem (1).

Deste modo, n6s propomos o uso de distribuicbes estaveis para o Xi resposta em
(1).

Uma ampla classe de distribuicdo que compreende a distribuicdo de Gauss €
dada pela classe de distribuicdes estaveis. Este grande classe define familias localizacédo
escala que estdo fechados sob convolugdo. A distribuicdo de Gauss € um caso especial
desta familia de distribuicdo (ver, por exemplo, Nolan, 2009), descrito por quatro
parametros a, 3, y € 0. O ae (0,2] parametro define a "gordura das caudas", e quando o =
2 esta classe reduz a distribui¢do de Gauss. O B € [-1,1] € 0 pardmetro de assimetria e
para B = 0 tem um simétrico distribuigdes. A localizagdo ¢ parametros de escala sdo,
respectivamente, y € (- o, o) e d € (0, ) (ver Levy, 1924)

Distribuicfes estaveis sdo geralmente indicados por Sy(B, v, 8). Se uma variavel
aleatoria X ~ S, (B, v, 8), entdo Z =X¥ ~ S (B, 0,1) (ver Lukécs, 1970 e Nolan, 2009).
Uma grande dificuldade associada as distribuigdes estaveis S, (B, y, 8), € que, em geral,
ndo ha forma fechada simples para as suas fun¢Bes de densidade de probabilidade. No
entanto, sabe-se que as fungdes de densidade de probabilidade de distribuicdes estaveis
sdo continuas (Gnedenko e de Kolmogorov, 1968; Skorohod, 1961) e unimodal
(Ibragimov e Cernin, 1959). Além disso, o suporte de todas as distribuicdes estaveis é
dada em (- oo, o), excepto para a. <1 e | B | = 1, quando o suporte é (-0,0) para =1 e
(0,00) para = -1 (ver Feller, 1971).

A funcdo caracteristica @ (.) De uma distribuicéo estavel é dado por,

iyt — |6t|*[1 — iBsign(t) tan(nz—a)], fora #1

19
iyt — |6t|*[1 + iBsign(t) (%)log(t)], fora=1 (19)

log[® ()] =
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ondei = v—1 eafuncdo sign (.) é dada por,

-1, ifx<0
sign(x) =5 0, ifx=0,
1, if x> 0.

E importante salientar que se a <1, a variancia é infinito e a média da distribuigao
estavel ndo existe. Embora esta classe de distribuicdes é uma boa alternativa para a
modelagem de dados em diferentes areas, que normalmente tém dificuldades para obter
estimativas no ambito de uma abordagem de inferéncia classica devido a falta de
expressoes de forma fechada para as suas fungdes de densidade de probabilidade. Uma
possibilidade de aplicacGes, é fazer com que a fungdo densidade de probabilidade a
partir da férmula de inversao (ver, por exemplo Roussas, 2005),

f(x)=1/2n [ e ™ d()dt, (20)

onde @ (t) ¢ a fungdo caracteristica. Em aplicagdes, precisamos usar métodos numéricos
para resolver a integral em (20), geralmente tendo um grande tempo computacional.

Uma alternativa é a utilizacdo de métodos Bayesianos. No entanto, o custo
computacional pode ser ainda mais alto para obter 0s sumarios a posteriori de interesse.
Uma alternativa é usar variaveis latentes ou artificiais que poderiam melhorar o célculo
de simulacdo de amostras das distribuicGes posteriores conjuntas de interesse (ver, por
exemplo Damien, et al 1999; Tanner e Wong, 1987).

Desta forma, uma analise Bayesiana de distribuicdes estaveis foi introduzido por
Buckle (1995), utilizando Markov Chain Monte Carlo (MCMC) métodos e variaveis
latentes (ver também, Achcar et al, 2013). O uso de métodos bayesianos com simulagdo
MCMC pode ter grande flexibilidade, considerando variéveis latentes, onde amostras de
variaveis latentes sdo simuladas em cada passo dos algoritmos Gibbs ou Metropolis-
Hastings.

Considerando uma latente ou uma variavel auxiliar, Buckle (1995) provou um
teorema que é atil para simular amostras da distribuicdo a posteriori conjunta para 0s
parametros a, B, vy e 8. Este teorema estabelece que uma distribuicdo estavel para uma

variavel aleatéria Z definido em (- oo, o) é obtido como o marginal de uma distribuicéo
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bivariada para a propria variavel aleatoria Z e uma variavel aleatoria auxiliar Y. Esta
variavel Y € definida no intervalo (-0.5, asg), quando Z e (- oo, 0), e em (agqp,0.5),

quando Z e (0, «). A quantidade a, g € dada por:

ba
agp = ——£, (21)

aT

onde beg = Bmin{a, 2 — a}>.

A funcdo densidade de probabilidade conjunta para as varidveis aleatorias Ze Y i é

dada por,
_ a _ z e z el
f(Z' }’|05; ﬁ) - la—1| exp { I ta,ﬁ (y)l } I ta,ﬁ ) |z|! (22)
onde 6 = —,
a—1
1
_ (sin(ma y+bgp) cos(m y) ° 23
ta,ﬂ (y) - ( COS(T[ y) ) (COS(ﬂ(a—l)Y"'ba,B)) ' ( )
e

Z:%,foréio.

A partir da densidade bivariada (10), Buckle (1995) encontra que a distribuicéo
marginal da variavel aleatoria Z é uma distribuicdo estavel S,(j3, 0, 1). Geralmente, 0s
custos computacionais para obter sumarios a posteriori de interesse utilizando métodos
MCMC é elevado para esta classe de modelos, 0 que poderia dar algumas limitacGes
para aplicacdes praticas. Um problema pode ser a convergéncia algoritmo de simulacéo.
Neste trabalho, propomos o uso de um popular software disponivel gratuitamente para
obter os resumos posteriores de interesse: o software OpenBugs (Spiegelhalter et al,
2003).

6.1. Uma analise Bayesiana assumindo a distribuicéo estavel

Nesta se¢do, vamos supor que a resposta X; no modelo de regresséo ndo-linear (1)

parai =1, ..., n, tem uma distribuicdo estavel X; ~ Sq(B, vi, 0), isto &, Z; = X;"i ~ S« (B,

0, 1) onde o parametro v; de localizacdo da distribuicdo estavel esta relacionado com o

K variaveis explanatorias vi = (Vii, Vi,..., Vki) pela uma relacdo néo linear dada por,
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yi = f(vi,d), (24)
onde d = (dy,d>,...,dx) s&o os pardmetros de regressédo desconhecidos. Assumindo uma
distribuicdo a priori conjunta para a, B, d e 8, onde d = (dy,d,...,dk) denotada por
my(a, B,d,8), Buckle (1995) mostra que a distribuigcdo a posteriori conjunta para a,
d e 9, é dada por,
 (a,fp,d,6/x)

a n S
“f(m) ex”{ Z e } a,;(yl)‘ (2)
. ﬁno(a, B,d,8)dy,
onde o= % z; = % para i = 1,...n,a e (0,2], Be[1 1] e & e (0,0); X =
(X1, %2, ., xp)e Y = (Y1,¥2, -, Yn) S80, respectivamente, os vetores de dados

observados e ndo observados. Observa-se que a distribuigdo conjunta na expresséo (25)
é dada em termos de x; e as varidveis latentes variables y;, e ndo em termos de z; e y;
(existe um Jacobian o™ multiplicado pelo lado direito da expressdo (22)).

Observar que quando o = 2, temos e = 2 e b, g = 0. Neste caso, temos uma
distribuicdo gaussiana, com média igual a 5 e variancia igual a 26%

Para uma analise bayesiana do modelo proposto, assumimos distribuicdes a priori
uniformes U(a, b) para a, B e 6 onde os hiperparametros a e b sdo assumidos conhecidos
em cada aplicagcdo seguindo as restri¢cdes a € (0, 2], B € [-1, 1] e & € (0, ©). Também
assumimos distribuicdes a priori normais N(a,b®) para os parametros de regresséo d =
(dy, da, ..., d) considerando os hiperparametros a e b? conhecidos.

Além disso, assumimos independéncia entre todos os parametros.

No algoritmo de simulacdo para obter uma amostra de Gibbs para as quantidades
aleatorias a, B, d and o, tendo a distribuicdo a posteriori (13), assumimos uma
distribuicdo uniforme U(-0,5, 0,5) para as quantidades aleatdria latentes Y; parai =1,

., n. Observe que, neste caso, estamos assumindo a, g = 0 (b, z = 0). Com esta escolha
de distribuicdes a priori, usamos softwares disponiveis existentes como o software
OpenBugs (veja Spiegelhalter, 2003), que leva a grande simplificacdo na obtencdo das

amostras Gibbs simuladas para a distribuicdo a posteriori conjunta de interesse.
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A distribuicdo a posteriori conjunta para a,f,d,8 ey = (y1,V,, ..., ) € dada

por,

n(aB,d,8,ylx) o () exp

la—1|6
0 (26)
L h )l B.d,6),

;]

Zj

ta,g (Vi)

n
i=1

onde e e tqg(.) sdo definidas em (21) e (22) e h(y;) € uma distribuicdo U(- 0.5, 0.5)

ta,g(Vi) =1

parai=1,...,n.

Como estamos usando o software OpenBugs para simular amostras da
distribuicdo a posteriori conjunta nds ndo apresentamos aqui todas as distribuicdes
condicionais completas necessarias para o algoritmo de amostragem de Gibbs. Este
software requer apenas a distribuicdo dos dados e distribuicGes a priori das quantidades
aleatorias interessadas. Isto d& uma grande simplificacdo computacional para determinar

sinteses posteriores de interesse, como mostrado nas aplicagdes a seguir.
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7. Anédlise Bayesiana dos dados das Tabelas 1a e 1b assumindo uma

distribuicéo estavel

Nas Tabelas 1la e 1b, temos um conjunto de dados relacionado com dados de
crescimento intra-uterino (IGD) para prematuros nos EUA (ver Olsen et al, 2010). Neste
conjunto de dados que temos o peso dos prematuros e a idade gestacional (1G) das méaes
(55.445 meninas e meninos 73.995). A partir de uma analise de dados preliminar,
vemos que um modelo de regressao ndo-linear (1) é adequado para o conjunto de dados

nas escalas transformadas (ver Figura 1).

Scatterplot of log(weight, F); log(weight,M) vs GA
25 30 35 40
log(weight, F log(weight,M
8,25 g(weight,F) 8,25 | g(weight, M)
8,00 8,00
7.75 7,75 -
7,50 + 7,50 |
7,25+ 7,25 4
7,00 + 7,00 |
6,75 + 6,75
6,50 1 6,50
25 30 35 40
GA

Figura 5. Gréficos de log(pesos) versus idade gestacional.

Utilizando a informacdo das Tabelas 1a e 1b, uma vez que ndo temos todos 0s
dados (pesos intra-uterinos de 55.445 meninas e meninos 73.995) relatados no artigo de
Olsen et al (2010), mas como temos as médias amostrais e 0s desvios-padréo para cada
grupo de recém-nascidos em uma idade gestacional fixo, simulamos amostras dos pesos
considerando distribuicBes normais com as médias e desvios-padrdo iguais as medias
amostrais e desvios-padrdo amostrais (simulacdo de 553 pesos para as meninas e 738
pesos para meninos) com um tamanho de amostra que da perto de 10% de todos os

dados introduzidos na Tabela 1.

Tabela 7: Dados de crescimento utrainterino para criancas (55445 meninas e 73995 meninos)

# GA sizeF mean,F size M mean,M

123 133 587 153 622
224 438 649 451 689
325 603 738 722 777
426 773 822 881 888

527 96 934 1030 1001
6 28 1187 1058 1281 1138

729 1254 1199 1505 1277
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(GA=idade gestacional; F=feminino; M=masculino; size=tamanho amostral)

7.1.  Modelo de Gompertz com erros normais (procedimento classico)

Assumindo abordagem classica padrdo para modelos ndo lineares, considerando

0 modelo de crescimento de Gompertz , isto é,

f (v, 0) = O1exp[-exp(F2 — 6:v)],

(27)

onde v = GA (idade gestacional), com as respostas na escala logaritmica (peso), e

usando o software Minitab versdo 16, temos na Tabela 8, as estimativas obtidas por

méaxima verossimilhanca (MLE) para os parametros do modelo de crescimento de

Gompertz para cada sexo. Foram usados valores iniciais iguais a zero para todos os

parametros 0;, 6, e 63 do modelo Gompertz no processo iterativo de Gauss-Newton para

obter os MLEs.

Tabela 8. MLE Estimativa para 0 modelo de crescimento Gompertz

Género 0, 0, 03
F (meninas) 9,06173 0,76876 0,07561
M(meninos) 9.14384 0.77103 0.07488

De graficos residuais observa-se que as suposi¢cdes necessarias para validar as

inferencias (residuos normais e variancia constante) foram verificados.

7.2.  Modelo de Gomperz com erros normais (procedimento Bayesiano)

Sob uma abordagem bayesiana, temos na Tabela 9, os sumarios a posteriori de

interesse, considerando o modelo de crescimento de Gompertz com uma distribuicao

normal para o erro e o software OpenBugs assumindo o seguinte antes distribuicdes:
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0;~N(0,1),j=1234el=1/ o’ ~ G (1,1), em que G(a, b) denota uma distribuicio
gama com média a/b e variancia a/b®. Simulamos 311.000 amostras de Gibbs, com um
"burn-in-sample” de 11.000 amostras descartadas para eliminar os efeitos dos valores
iniciais no processo de simulagéo interativa e tendo uma amostra final de 1000 tamanho
(cada amostra de 300 escolhidas a partir da amostra final simulada de tamanho
300.000). A convergéncia do algoritmo de amostragem Gibbs foi monitorada a partir de
graficos de séries temporais das amostras simuladas. Para as meninas e meninos
obtivemos, respectivamente, estimadores de Monte Carlo para a média a posteriori de {
iguais a 31,46 (1,907) e 31,30 (1.596), respectivamente.

Tabela 9: Estimadores Bayesianos para 0 modelo de crescimento de Gompertz

Género 01 02 03
F (meninas) 8,891 (0,1166) 0,9545 0,08503
M(meninos) 9,061 (0,1094) 0,8658 0,07948

(Em parénteses:Estimativa de SE)

E interessante observar que as inferéncias classica e Bayesiana assumindo
priores ndo informativas sdo muito semelhantes, mas os desvios-padréo das estimativas,

em geral, sdo menores para a abordagem bayesiana, especialmente para o parametro 0.

7.3. Modelo de Gomperz com distribuicéo estavel (procedimento Bayesiano)

Agora, assumimos uma distribuicdo estavel para os pesos intra-uterino do recém-
nascidos prematuros (grupo das meninas ou bebés do sexo feminino), considerando o
modelo de curva de crescimento de Gompertz .

Sob uma abordagem bayesiana, temos na Tabela 10, os sumarios a posteriori de
interesse assumindo o modelo de regressdao ndo-linear de Gompertz, isto €,
considerando-se 0 modelo de regressdo para o parametro localizacdo da distribuicdo

estavel dada pela equacao,

Vi = dlexp[-exp(dg- dgGAi)]. (28)

Na analise bayesiana desse modelo, usamos o software OpenBugs assumindo as
seguintes distribui¢bes anteriores: o ~ U(0, 2), B ~ U(-1, 0), 6 ~ U(0,3), d1 ~ N(9,1), d, ~
N(0.8,1) e d3 ~ N(0.07,1). Observe que estamos usando algumas informacgdes obtidos



50

dos resultados da analise classica para escolher as distribuicbes a priori para 0s
pardmetros da regressdo (uso de métodos bayesianos empiricos). Assumimos também
uma distribuicdo uniforme U(-0.5,0.5) para a variavel latente Y;, i =1,2, ..., 15.
Simulamos 4.000.000 amostras de Gibbs, com um "burn-in-sample™ de 300.000
amostras descartadas para eliminar os efeitos dos valores iniciais no processo de
simulagéo iterativo e tendo um tamanho de amostra final de 1000 (cada amostra 200
escolhida a partir de uma amostra simulada de tamanho 200.000). Convergéncia do
algoritmo de amostragem Gibbs foi monitorada a partir de graficos de séries temporais

das amostras simuladas.

Tabela 10. Estimadores Bayesianos para 0 modelo de crescimento de the Gompertz assumindo uma

distribuicdo estavel para as respostas (resultados para as meninas)

Parametro média D.P. Intervalo credibilidade 95%
o 1,543 0,00509 (1,536 ;1,555)
B -0,8361 0,00883 (-0,8449 ; -0,8204)
) 0,1418 0,0051 (0,1356 ; 0,1579)
dq 9,322 0,035 (9,270 ; 9,355)
d, 0,6948 0,00756 (0,680 ;0,711)
ds 0,0714 0,00073 (0,0707; 0,0726)

A partir dos resultados da Tabela 10, observa-se que, em geral, as estimativas de
Bayesian os parametros de regressao (di,d, and ds), considerando o modelo de
Gompertz com uma distribuicdo estavel sdo semelhantes para as estimativas de
Bayesian os parametros de regressao (8, 6, e 03 ) considerando o modelo de Gompertz
com erros normais, mas em geral os desvios padrdo sdo menores do que assumindo

erros normais (ver resultados na Tabela 9).

7.4.  Modelo de Gomperz com distribuicdo estavel na presenca de outliers ou

observagdes discordantes (procedimento Bayesiano)

Agora, vamos considerar a presenca de outliers (bebés do sexo feminino),
substituindo o peso intra-uterino 5 (732,58) por 73.200,58 e 0 primeiro peso intra-
uterino (587,00) por 58.700,00. Na Tabela 11, temos os sumarios a posteriori obtidos
assumindo as mesmas prioris e esquema de simulacdo assumidos pelos resultados da
Tabela 10. N6s também observamos na Tabela 11, que os parametros de regressdo
estimados 0;, 0, e 03 do modelo ndo-linear com Gompertz com erros normais séo

fortemente afetados pela presenca de outliers (ver resultados da Tabela 7).
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Considerando-se uma distribuicdo estavel, as estimativas dos parametros de regressao
(d1,d2,d3) do modelo ndo-linear de Gompertz estdo muito perto das estimativas do
modelo de regressao com erros normais, ndo considerando a presenca de outliers. Esta é
uma grande vantagem do modelo ndo-linear assumindo uma distribuicéo estavel, isto é,
0 modelo de regressdao de Gompertz com uma distribuicdo estavel é robusta para a

presenca de outliers.

Tabela 11 — Estimativas Bayesianas para 0 modelo de crescimento de Gompertz assumindo uma

distribuicdo estavel para as respostas (presenca de um outlier)

Parametro (stable) média D.P. Intervalo de cred 95%
a 1,543  0,0051 (1,536 ; 1,555)
B -0,8361 0,0088 (-0,8449; -0,8204)
d 0,1418 0,0051 (0,1356; 0,1579)
d; 9,322 0,035 (2,098 ; 3,104)
d, 0,6948 0,0076 (0,680 ; 0,7115)
ds 0,0714 0,00073 (0,0707; 0,0726)
Param (normal)  média D.P. Intervalo de cred 95%
01 9,224 0,2116 (8,825 ; 9,675)
0, 0,3107 0,1279 (0,0772; 0,6047)

0 0,0597 0,0072 (0.475 ; 0,0760)
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8. Conclusoes

O estudo apresentado neste trabalho conseguiu demonstrar bem a importancia da
metodologia Bayesiana na modelagem de regressao ndo-linear, neste caso especifico,
com modelos de crescimento médico. Com estimativas proximas das que conseguimos
no método classico mas com desvio bem menores, mostrando em ambos 0s exemplos
um melhor ajuste quando utilizada a metodologia Bayesiana.

A presenca de outliers ou observagGes discordantes é muito comum em aplicacGes
de andlise de regressdo ndo-linear. Na presenca destas observagdes discordantes, as
inferéncias classicas obtidas sobre os pardmetros de regressdo ou as previsdes sob a
suposicao habitual de normalidade para os erros e variancia constante podem ser muito
afetadas, o que poderia implicar em resultados de inferéncia erradas. O uso de
distribuicGes estaveis poderia ser uma boa alternativa para muitas aplicacdes na analise
de dados de resultados de inferéncia robustas, uma vez que esta distribui¢cdo tem uma
grande flexibilidade de ajuste. Com a utilizacdo de métodos Bayesianos e algoritmos de
simulacdo MCMC, € possivel obter inferéncias para 0 modelo apesar da ndo existéncia
de uma forma de analise para a funcdo densidade como foi demonstrado no presente
trabalho. E importante ressaltar que o trabalho computacional nas simulacdes de
exemplo para a distribuicdo a posteriori conjunta de interesse pode ser muito
simplificada utilizando softwares livres padrdo como o software OpenBugs.

No exemplo ilustrativo relacionada com o crescimento intra-uterino infantil
introduzido na sec¢do 7, o uso de técnicas de aumento de dados (ver, por exemplo,
Damien et al, 1999), é a chave para obter um bom desempenho para 0 método de
simulacdo MCMC para aplicacbes que utilizam distribuicbes estaveis.
Ressalta-se que o uso de software OpenBugs ndo requer grande tempo de
processamento para obter os resumos posteriores de interesse, mesmo quando a
simulacdo de um grande nimero de amostras de Gibbs sdo necessarios para a
convergéncia do algoritmo. Esses resultados poderiam ser de grande interesse para
pesquisadores e profissionais, ao lidar com dados ndo Gauss, como nas aplicacfes

apresentadas aqui.
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Apéndice 1 - Graficos de residuos para os modelos de crescimento
ajustados (dados da Tabela 1)
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Modelo 3

Modelo N&o Linear: log(PCB) = 6,exp[6,Idade] + 05 exp[—6, = Idade]

Residual Plots for log(PCB)
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e Modelo 5 (Gompertz)

Modelo N&o Linear: log(PCB) = 6,exp[—exp(0, — 0sidade)]

Residual Plots for log(PCB)
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e Modelo 6 (Logistico)

Modelo Néo Linear: log(PCB) =0, + (6, — 6,)/[1 + exp((Idade — 03)/6,)]

Residual Plots for log(PCB)

Normal Probability Plot Versus Fits
99 1,0 ®
[ 3

901 0,5{ ® ° °© ©
S 50 2 00 —
] i) . o°
= x 0,5 L] L]

10 ! L4 ° o o ° °

1 -1,0

-1,0 -0,5 0,0 0,5 1,0 0 1 2 3
Residual Fitted Value
Histogram Versus Order
8 1,0
0,5

£ TRV AAA
g s ANA
24 b~} 0,0 P
T 4 @ j Yy LY
(5] [}
P (-4
u 2 -0,5

0 -1,0

-0,75 -0,50 -0,25 0,00 0,25 0,50 0,75 1,00 2 4 6 8 10 12 14 16 18 20 22 24 26 28

Residual Observation Order




Modelo 7 (Weibull)

Modelo N&o Linear: log(PCB) = c + (6, — 6,) * exp[—6sIdade®]
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Residual Plots for log(PCB)
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Apéndice 2 - Programas OpenBugs (dados da Tabela 1)

e Modelo 1

nonlinear model: log(PCB) = 6, + 6, Age™

model {
for (iin 1:N) {
yl[i] <- log(PCBJi])
y[i] ~ dnorm(muli],tau)
mu[i] <- thetal+theta2*pow(age[i],theta3)
}
thetal ~ dnorm(0, 1)
theta2 ~ dnorm(0, 1)
theta3 ~ dnorm(0, 1)
tau ~ dgamma(1,1)
sigma <- 1/ sgrt(tau)

list(PCB =
¢(0.6,1.6,0.5,1.2,2.0,1.3,2.5,2.2,2.4,1.2,3.5,4.1,5.1,5.7,3.4,9.7,8.6,4.0,5.5,10.5,17.5,13.4,
4.5,30.4,12.4,13.4,26.2,7.4) age =
(1,1,1,1,2,2,2,3,3,3,4,4,4,5,6,6,6,7,7,7,8,8,8,9,11,12,12,12), N = 28)

e Modelo 2 -(exponential growth model)

nonlinear model: log(PCB) = 01 + 0, exp[03*Age]

model {
for (iin 1:N) {
y[i] <- log(PCBIi])
y[i] ~ dnorm(muli],tau)
mu[i] <- thetal+theta2*exp(theta3* age[i])
}
thetal ~ dnorm(0, 1)
theta2 ~ dnorm(0, 1)
theta3 ~ dnorm(0, 1)
tau ~ dgamma(1,1)
sigma <- 1/ sqrt(tau)
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list(PCB =
¢(0.6,1.6,0.5,1.2,2.0,1.3,2.5,2.2,.2.4,1.2,3.5,4.1,5.1,5.7,3.4,9.7,8.6,4.0,5.5,10.5,17.5,13.4,
4.5,30.4,12.4,13.4,26.2,7.4),age =
¢(1,1,1,1,2,2,2,3,3,3,4,4,4,5,6,6,6,7,7,7,8,8,8,9,11,12,12,12), N = 28)

e Modelo 3
nonlinear model: log(PCB) = 61 exp[-02*Age]+ 03 exp[-0,*Age]

model {
for (iin 1:N) {
yli] <- log(PCBIi])
y[i] ~ dnorm(muli],tau)

mu[i] <- thetal*exp(-theta2* age[i])+ theta3*exp(-thetad* age[i])

}
thetal ~ dnorm(0, 1)
theta2 ~ dnorm(0, 1)
theta3 ~ dnorm(0, 1)
theta4 ~ dnorm(0, 1)
tau ~ dgamma(1,1)
sigma <- 1/ sgrt(tau)

list(PCB =
¢(0.6,1.6,0.5,1.2,2.0,1.3,2.5,2.2,2.4,1.2,3.5,4.1,5.1,5.7,3.4,9.7,8.6,4.0,5.5,10.5,17.5,13.4,
4.5,30.4,12.4,13.4,26.2,7.4) age =
¢(1,1,1,1,2,2,2,3,3,3,4,4,4,5,6,6,6,7,7,7,8,8,8,9,11,12,12,12), N = 28)

e Modelo 4 (Michaelis-Menten)
nonlinear model: log(PCB) = 6; *Age/[ 6, +Age]

model {
for (iin 1:N) {
y[i] <- log(PCBJi])
y[i] ~ dnorm(mul[i],tau)
muli] <- (thetal * age[i])/( theta2+ age[i])
}
thetal ~ dnorm(0, 1)
theta2 ~ dnorm(0, 1)
tau ~ dgamma(1,1)
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sigma <- 1/ sqrt(tau)

list(PCB =
¢(0.6,1.6,0.5,1.2,2.0,1.3,2.5,2.2,.2.4,1.2,3.5,4.1,5.1,5.7,3.4,9.7,8.6,4.0,5.5,10.5,17.5,13.4,
4.5,30.4,12.4,13.4,26.2,7.4),age =
¢(1,1,1,1,2,2,2,3,3,3,4,4,4,5,6,6,6,7,7,7,8,8,8,9,11,12,12,12), N = 28)

e Modelo 5 (Gompertz)

nonlinear model: log(PCB) = 61*exp[-exp(0.— 03*Age)]

model {
for (iin 1:N) {
y[i] <- log(PCBJi])
y[i] ~ dnorm(muli],tau)

mu[i] <- thetal*exp(-exp( theta2-theta3* age[i]))

}
thetal ~ dnorm(0, 1)
theta2 ~ dnorm(0, 1)
theta3 ~ dnorm(0, 1)
tau ~ dgamma(1,1)
sigma <- 1/ sqrt(tau)

list(PCB =
c(0.6,1.6,0.5,1.2,2.0,1.3,2.5,2.2,2.4,1.2,3.5,4.1,5.1,5.7,3.4,9.7,8.6,4.0,5.5,10.5,17.5,13.4,
4.5,30.4,12.4,13.4,26.2,7.4),age =
c(1,1,1,1,2,2,2,3,3,3,4,4,4,5,6,6,6,7,7,7,8,8,8,9,11,12,12,12), N = 28)

e Modelo 6 (Logistic)

nonlinear model: log(PCB) = 01+ (82— 01)/[1+exp((Age- 03)/ 04)]

model {
for (iin 1:N) {
y[i] <- log(PCBIi])
y[i] ~ dnorm(muf[i],tau)
mu[i] <- thetal+(theta2-thetal)/(1+exp(( age[i]-theta3)/theta4))
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}
thetal ~ dnorm(0, 1)

theta2 ~ dnorm(0, 1)
theta3 ~ dnorm(0, 1)
theta4 ~ dnorm(0, 1)
tau ~ dgamma(1,1)

sigma <- 1/ sqgrt(tau)

list(PCB =
¢(0.6,1.6,0.5,1.2,2.0,1.3,2.5,2.2,.2.4,1.2,3.5,4.1,5.1,5.7,3.4,9.7,8.6,4.0,5.5,10.5,17.5,13.4,
4.5,30.4,12.4,13.4,26.2,7.4),age =
¢(1,1,1,1,2,2,2,3,3,3,4,4,4,5,6,6,6,7,7,7,8,8,8,9,11,12,12,12), N = 28)

e Modelo 7 (Weibull)
nonlinear model: log(PCB) = 0:+ (82— 61)*exp[-05*Age™]

model {
for (iin 1:N) {
y[i] <- log(PCBJi])
y[i] ~ dnorm(muli],tau)

mu[i] <- thetal+(theta2-thetal)*exp(-theta3*pow( age[i],theta4))

}
thetal ~ dnorm(0, 1)
theta2 ~ dnorm(0, 1)
theta3 ~ dnorm(0, 1)
theta4 ~ dnorm(0, 1)
tau ~ dgamma(1,1)
sigma <- 1/ sqrt(tau)

list(PCB =
¢(0.6,1.6,0.5,1.2,2.0,1.3,2.5,2.2,2.4,1.2,3.5,4.1,5.1,5.7,3.4,9.7,8.6,4.0,5.5,10.5,17.5,13.4,
4.5,30.4,12.4,13.4,26.2,7.4) age =
¢(1,1,1,1,2,2,2,3,3,3,4,4,4,5,6,6,6,7,7,7,8,8,8,9,11,12,12,12), N = 28)
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e Modelo 8 (sigmoid)

nonlinear model: log(PCB) = 1-exp[-exp(61— 6,*Age)]

model {

for (iin 1:N) {
yli] <- log(PCBIi])
y[i] ~ dnorm(muli],tau)

mu[i] <- 1-exp(-exp(thetal-theta2*age[i]))
}
thetal ~ dnorm(0, 1)
theta2 ~ dnorm(0, 1)
tau ~ dgamma(1,1)
sigma <- 1/ sqrt(tau)

list(PCB =
c(0.6,1.6,0.5,1.2,2.0,1.3,2.5,2.2,2.4,1.2,3.5,4.1,5.1,5.7,3.4,9.7,8.6,4.0,5.5,10.5,17.5,13.4,
4.5,30.4,12.4,13.4,26.2,7.4),age =
c(1,1,1,1,2,2,2,3,3,3,4,4,4,5,6,6,6,7,7,7,8,8,8,9,11,12,12,12), N = 28)
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Apéndice 3. Artigo publicado na Revista Brasileira de Biometria (Rev. Bras. Biom.,
Séo Paulo, v.33, n.2, p.170-183, 2015)

GOMPERTZ GROWTH CURVES ASSUMING STABLE DISTRIBUTIONS: AN
APPLICATION TO INTRAUTERINE GROWTH FOR PRETERM INFANTS

Jorge Alberto ACHCAR®
Breno Raphael Gomes de OLIVEIRA!

ABSTRACT: In this paper we consider the use of Bayesian methods to analyze some standard existing growth
models, a class of nonlinear regression models. For the nonlinear modeling we assume usual normal errors and
also stable distributions for the response variable. We also study some robustness aspects of nonlinear regression
models to the presence of outliers or discordant observations considering the use of stable distributions for the
response in place of the usual normality assumption. It is well known that, in general, there is no closed form for
the probability density function of stable distributions. However, under a Bayesian approach, the use of a latent or
auxiliary random variable gives some simplification to obtain any posterior distribution when related to stable
distributions. To show the usefulness of the computational aspects, the methodology is applied to an example
related to the intrauterine growth curves for preterm infants. Posterior summaries of interest are obtained using
MCMC (Markov Chain Monte Carlo) methods and the OpenBugs software.

KEYWORDS: Stable distribution; Bayesian analysis; nonlinear regression models; MCMC methods; OpenBugs
software.

Introduction

Growth curves are included in a class of nonlinear models widely used in biology to model different
problems as the population size or biomass (in population ecology and demography, for population
growth analysis) or the individual body height or biomass (in physiology, for growth analysis of
individuals). A growth curve is an empirical model of the evolution of a quantity over time. Growth
curves are employed in many disciplines besides biology, particularly in statistics, where there is a great
literature on this subject related to nonlinear models. Under a more probabilistic and mathematical
statistics approach, growth curves are often modeled as being a continuous stochastic processes.

Standard classical inference methods to get point or interval estimates for the parameters of growth
curves are presented within the nonlinear modeling methodology.

Nonlinear regression methodology is similar to the linear regression methodology, that is, a
modeling  approach to relate a response X to a vector of covariates,
v = (vi, ...,vi)". Different of linear models, nonlinear regression is characterizedby the fact that the
prediction equationdepends nonlinearly on one or more unknown parameters.

Different of linear regression methodology often used forbuilding a purely empirical model,
nonlinear regression methodology usually arises when there is some physical reason which implies that
the relationship between the responseand the predictors follows a particular functional form.

A nonlinear regression model has the general form,

Xi=f (Vi, 0) + &, 1)
where Xare the responses, i =1,...,n; f is a known function of the covariate vector ; v;= (Vi, . .., Vid)' is a
vector of k covariates or independent variables; 6 =(0, . . ., Op)T is the vector of p parameters and ¢; are

random errors. The errors gare usually assumed to beuncorrelated with a normal distribution with mean
zero and constant variance.

'Universidade de So Paulo - USP, Faculdade de Medicina de Ribeirdo Preto, Departamento de Medicina Social, CEP: 14049-900,
Ribeirdo Preto, SP, Brasil. E-mail: achcar@fmrp.usp.br; brenooliveira@usp.br
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The most popular criterion to estimate the p parameter vector 0 in the nonlinear model (1) is to find
estimates for the parameters (nonlinear least squares) which minimizes the sum of squared errors, given

by,
- f (v, )1 (2

Remark: If the errors ¢; follow a normal distribution, then the least squares estimator for 0 is also the
maximum likelihood estimator.

Usually, nonlinear regression estimates must be computed by iterative procedures using
optimization methods to minimize the sum of squared errors expression (2). It is important to point out
that the definition of nonlinearity is related to the unknown parameters and not to the relationship
between the covariates and the response. As an example, X = o+ Byv+ BZVZ + ¢, is considered as a linear
model (see for example, Bates and Watts,1988; Ratkowsky, 1983; Seber and Wild,1989).

A popular iterative technique to find the least squares estimator of nonlinear models is the Gauss—
Newton algorithm. The Gauss—Newton algorithm increments the working estimate @ at each iteration by
an amount equal to the coefficients from the linear regression of the current residuals e on the current
gradient matrix X.

If the function f in (1) is continuously differentiable in 0, then it can be linearized locally as,

f(v, 8) =1 (v, 6o) + Vo(0 - 0y), (3)

where Vj is the n x p gradient matrix with elements of(v;, 6,)/06; and 6y is a vector of initial values for the
iterative procedure. This leads to the Gauss—Newton algorithm for estimating 0,

0y =0y + (VIVo)* Ve, (4)

where e is the vector of working residuals x; - f(v;, 6).

If the errors ¢; are independent and normally distributed N(0, °), then the Gauss—Newton algorithm
is an application of Fisher’s method of scoring. This algorithm is implemented in many existing statistical
softwares as for example, R, Minitab version 16 or SAS.

If X is of full column rank in a neighborhood of the least squares solution, then it can be shown that
the Gauss—Newton algorithm will converge to the solution from a sufficiently good starting value. In
practical work, there is no guarantee, though, that the algorithm will converge from values further from
the solution. Some improvement of Gauss—Newton algorithm are given in the literature as the Levenberg—
Marquart damping algorithm (see for example, Seber and Wild, 1989).

Standard inferences for the parameters of nonlinear models are obtained from the asymptotical
normality of the least squares estimators @ with mean 6 and variance-covariance matrix o*(V'V)where
the variance ¢ is usually estimated by,

s* = { Zfi [ - f (.81 M(n —p). ©)

It is important to point out that since most asymptotic inference for nonlinear regression models is
based on analogy with linear models, and since this inference is only approximated as the actual model
differs from a linear model, various measures of nonlinearity have been proposed in the literature to
verify how good linear approximations are likely to be in each case. One class of measures focuses on
curvature (intrinsic curvatures) of the function f and it is based on the sizes of the second derivatives of f
(see for example, Bates and Watts,1980). Other class of measures: intrinsic curvature defined by the
residuals u; = x; - f (v;,0) or parameter effect curvatures (see for example, Bates and Watts,1988).

A good alternative to get accurate inferences and predictions for non-linear models is the use of
Bayesian methods especially using MCMC (Markov Chain Monte Carlo) methods as the popular Gibbs
sampling algorithm (see for example, Gelfand and Smith, 1990; or Casella and George,1992) or the
Metropolis-Hastings algorithm (see for example, Chib and Greenberg,1995).

The paper is organized as follows: in section 2, we introduce some special growth functions: the use
of stable distribution for the response; in section 3, we introduce a Bayesian approach for nonlinear
models assuming a stable distribution; in section 4, we present an example with an intrauterine growth
data for preterm infants; in section 5, we present the intrauterine growth curves for preterm infants in
presence of outliers; finally in section 6, we present some concluding remarks.

Some special growth functions: the use of stable distribution for the response
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In many applications, the systematic part of the response is known to be monotonic increasing in v,
where v might represent time or dosage. Nonlinear regression models with this property are called growth
models. The simplest growth model is the exponential growth model,

f (Vr 0) = Hlexp('GZV)r (6)

where 0 = (0, 0,).
Many other growth models are introduced in the literature. Special cases are given by:

i) f(v,0)=0;,+6,v*, where®= (8,0, 6,).

ii) flv, 8) =9; +9, exp[F;v] (exponential growth model), where & = (&, §,, §3).
i) f(v, &) = G1exp[-0,v]+ Gzexp[-O4v], where & = (B4, O, O3, §).

iv)  f(v, 8) = 9v/[ ,+ v] (Michaelis-Menten), where & = (9, J,).

v)  f(v, 8) = 9expl-exp(0,— 3v)] (Gompertz), where & = (3, §,, T3).

vi)  f(v, 8) =0+ (9,— 8)/[1+exp((v - O3)/ T.4)] (logistic), where & = (9, 8, O3, T4).
vii)  f(v, 8) =04+ (85— ﬁl)exp[—ﬁ3v'94] (Weibull), where & = (84, &,, 93, 9,).

viii)  f(v, 8) = 1-exp[-exp(T;— O,v)](sigmoid),where & = ($;, 3,).

For all cases, v is a covariate. Observe that these different models could be considered to model
growth curves. In many cases we have physical interpretations for the use of a particular model. In other
situations we try different growth models to decide by the best one to be fitted by the data.

In this paper we explore a particular growth model: the Gompertz model.

In many cases the usual assumption of normality for the errors in (1) could not be appropriated. This
situation occurs for example, when we have discordant observations which could greatly affect the
obtained inferences. In this way, we could assume more robust distributions for the data, as the stable
distribution.

Other point of interest: the use of asymptotical inference results could not be accurate depending on
the sample sizes and the intrinsic curvature of the function f in (1).

In this way, we propose the use of stable distributions for the response X in (1).

A wide class of distributions that encompasses the Gaussian distribution is given by the class of
stable distributions. This large class defines location-scale families that are closed under convolution. The
Gaussian distribution is a special case of this distribution family (see for instance, Nolan, 2009),
described by four parameters a, B, y and 8. The ae (0,2] parameter defines the “fatness of the tails”, and
when a = 2 this class reduces to Gaussian distributions. The B € [-1,1] is the skewness parameter and for 3
= 0 one has symmetric distributions. The location and scale parameters are, respectively, y € (- oo, ) and
d € (0, ) (see Levy,1924).

Stable distributions are usually denoted by S, (B, v, d). If a random variable X ~ S, (B, v, 8), then Z
=% ~ S« (B, 0,1) (see Lukacs,1970 and Nolan, 2009).

A great difficulty associated to stable distributions S, (B, v, 8), is that in general there is no simple
closed form for their probability density functions. However, it is known that the probability density
functions of stable distributions are continuous (Gnedenko and Kolmogorov,1968; Skorohod,1961) and
unimodal (Ibragimov and Cernin,1959) ; Kanter, 1976). Also the support of all stable distributions is
given in (- oo, ©), except for a< 1 and |B| = 1 when the support is (- «, 0) for f = 1 and (0, o) for f = -1
(see Feller,1971).

The characteristic function @ (.) of a stable distribution is given by,

iyt — |8t|*[1 — iBsign(t) tan("z—“)], fora #1
iyt — |6t|%[1 + ifsign(t) (%)log(t)], fora=1
where i = +/—1 and sign (.) function is given by

-1, ifx<0
sign(x) = 0, ifx=0,
1, if x> 0.

log[® ()] = U]

It is important to point out that if o < 1, the variance is infinite and the mean of the stable
distribution does not exists.

Although this class of distributions is a good alternative for data modeling in different areas, we
usually have difficulties to obtain estimates under a classical inference approach due to the lack of closed
form expressions for their probability density functions. One possibility in applications, is to get the
probability density function from the inversion formula (see, for example Roussas, 2005),
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f(x)=1/2m [* e ™ d(D)dt, (8)

where ®(t)is the characteristic function. In applications, we need use numerical methods to solve the
integral in (8), usually taking a great computational time.

An alternative is the use of Bayesian methods. However, the computational cost can be further high
to get the posterior summaries of interest. An alternative is to use latent or artificial variables that could
improve the simulation computation of samples of the joint posterior distributions of interest (see, for
example Damien, et al 1999; Tanner and Wong, 1987).

In this way, a Bayesian analysis of stable distributions was introduced by Buckle (1995) using
Markov Chain Monte Carlo (MCMC) methods and latent variables (see also, Achcar et al, 2013). The use
of Bayesian methods with MCMC simulation can have great flexibility by considering latent variables
where samples of latent variables are simulated in each step of the Gibbs or Metropolis-Hastings
algorithms.

Considering a latent or an auxiliary variable, Buckle (1995) proved a theorem that is useful to
simulate samples of the joint posterior distribution for the parameters o, B, y and 8. This theorem
establishes that a stable distribution for a random variable Z defined in (- «, «) is obtained as the
marginal of a bivariate distribution for the random variable Z itself and an auxiliary random variable Y.
This variable Y is defined in the interval (-0.5,a4,5), when Z € (- o0, 0), and in (a4, 0.5), when Z € (0, ).
The quantity a, g is given by,

Qup= —2& (©)

where by g = Bmin{a, 2 — a}7.
The joint probability density function for random variables Z and Y is given by

a

_ _ z |ey|__z el
fzyla,p) = P {—| s (y)l H s T (10)
where e = —,
a—1
1
__ (sin(ma y+bg g) cos(my) e 11
tap ) = ( cos(my) ) <cos(rr(zx—1)y+baﬁ)) ! (11

and
Z:%, for & # 0.

From the bivariate density (10), Buckle (1995) shows the marginal distribution for the random
variable Z is a stable S,(B, 0, 1) distribution. Usually, the computational costs to obtain posterior
summaries of interest using MCMC methods is high for this class of models, which could give some
limitations for practical applications. One problem can be the simulation algorithm convergence. In this
paper, we propose the use of a popular free available software to obtain the posterior summaries of
interest: the OpenBugs software (Spiegelhalter et al, 2003).

A Bayesian approach assuming a stable distribution

In this section, let us assume that the response x; in the nonlinear regression model (1) fori=1,...,
n, have a stable distribution X; ~ S, (B, vi, 9), that is, Z; :X;“ ~ S, (B, 0, 1) and where the location
parameter y; of the stable distribution is related to k explanatory variables v; = (vij, V..., Vi) by a

nonlinear relation given by,

7i = f(v;,d), (12)

where d = (dy,d,...,ds) are the associated unknown regression parameters. Assuming a joint prior
distribution for a,  , d andd, where d = (dy,d,,...,d) given by my (e, B, d,8), Buckle (1995) shows that the
joint posterior distribution for parameters a, 3 , d and$, is given by

n(a’ﬁ’dra/x)ocj(ﬁ)"exp{_itmﬁzﬁe}ﬁ

i=1 i=1

5]
Z
ta,ﬁ(}’i)‘ '

(13)
. ﬁno((x, B, d.5)dy,
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where o= ﬁ z; = % fori=1,...n,ce (0, 2], B e[-1, 1] and 3 € (0,0); X = (x4, X3, ..., Xz )aANd y =
(V1,2 -, yn) are respectively, the observed and non-observed data vectors. Observe that the joint
distribution in expression (13) is given in terms of x; and the latent variables y;, and not in terms of z; and
y; (there is the Jacobian ¢~ multiplied by the right-hand-side of expression (10)).

Observe that when o = 2 we have e = 2 and b, g = 0. In this case we have a Gaussian distribution
with mean equals to & and variance equals to 2¢°2.

For a Bayesian analysis of the proposed model, we assume uniform U(a,b) priors for a,and §
where the hyperparameters a and b are assumed to be known in each application following the
restrictions a € (0, 2], € [-1, 1] and & € (0, ) . We also assume Normal N(a,b?) prior distributions for the
regression parameters d=(d;, d,, ... ,d,) considering known hyperparameter values a and b We further
assume independence among all parameters.

In the simulation algorithm to obtain a Gibbs sample for the random quantities o, p , d ands, having
the joint posterior distribution (13), we assume a uniform U(-0.5, 0.5) prior distribution for the latent
random quantities Y; fori = 1, ..., n.Observe that, in this case, we are assuming a, g = 0 (by sz = 0). With
this choice of priors, we use standard available software packages like OpenBugs (see Spiegelhalter,
2003) which gives great simplification to obtain the simulated Gibbs samples for the joint posterior
distribution of interest.

From expression (13), the joint posterior probability distribution foroa,B,d,8 and y =

(Y1, Y2, -, Yn) s given by

n .
m(@p.d,0,] x)“(m—aua) eXp{ =1 ta/jEJ’i)} =
?=1h(yi)n0(aiﬁ ,d ;6);

where eand t, g(.) are respectively defined in (10) and (11) and h(y;) is a U(- 0.5, 0.5) density function,
fori=1,....n.

Since we are using the OpenBugs software to simulate samples for the joint posterior distribution we
do not present here all full conditional distributions needed for the Gibbs sampling algorithm. This
software only requires the data distribution and prior distributions of the interested random quantities.
This gives great computational simplification for determining posterior summaries of interest as shown in
the applications as follows.

<]
1

lzil (14)

Zi

ta,B(J/i)

An example with intrauterine growth data for preterm infants in USA

In Table 1, we have data set related to intrauterine growth data (IGD) for preterm infants in USA
(see Olsen et al, 2010 ). In this data set we have the weight of the preterms and the gestational age (GA)
of the mothers (55445 girls and 73995 boys).

From a preliminary data analysis, we see that a nonlinear regression model (1) is suitable for the
data set in the transformed scales (see Figure 1).

Scatterplot of log(weight, F); log(weight,M) vs GA
25 30 35 40
log(weight, F log(weight,M
8,25 9( ght,F) .25 | g(weight, M)
8,00 8,00
7,75+ 7,75 4
7,50 + 7,50 4
7,25+ 7,25 4
7,00 4 7,00 -
6,75+ 6,75
6,50 — 6,50 4
25 30 35 40
GA

Plots of observed log(weight) versus gestational age.

Using the information of Table 1, since we do not have all data (intrauterine weights of 55445 girls
and 73995 boys) reported in the paper of Olsen et al (2010) but we have the sample means and the
standard deviations for each group of infants in a fixed gestational age, we simulated samples of the
weights considering normal distributions with means and standard-deviations equal to the sample means
and sample standard deviations (simulation of 553 weights for girls and 738 weights for boys) with gives
a sample size close to 10% of all data introduced in Table 1.
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Table 1 - Intrauterine growth data for preterm infants (55445 girls and 73995 boys)

# GA  sizeF mean,F size M mean,M
23 133 587 153 622
24 438 649 451 689
25 603 738 722 777
26 773 822 881 888
966 934 1030 1001
28 1187 1058 1281 1138
29 1254 1199 1505 1277
30 1606 1376 1992 1435
31 2044 1548 2460 1633
10 32 3007 1730 3677 1823
11 33 4186 1960 5014 2058
12 34 5936 2194 7291 2288
13 35 5082 2420 6952 2529
14 36 4690 2675 7011 2798
15 37 4372 2946 6692 3058
16 38 5755 3184 8786 3319
17 39 5978 3342 8324 3476
18 40 5529 3461 7235 3582
19 41 1906 3546 2538 3691
(GA=gestational age; F=female; M=male; size=sample size)

©CO~NOUTA WNE
N
~

Gompertz model with normal errors (classical approach)

Assuming standard classical approach for nonlinear models considering the Gompertz growth model
(v), that is,

f (v, 8) = O.exp[-exp(b, — 6:V)], (15)

where v = GA (gestational age), introduced in section 2, with the responses in the logarithmic scale
log(weight), and the software Minitab version 16, we have in Table 2, the obtained maximum likelihood
estimates (MLE) for the parameters of the Gompertz growth model for each sex.We have used initial
values equal to zero for all parameters 04, 0, and 03 of the Gompertz model in the Gauss-Newton iterative
procedure to get the MLE.

Table 2 - MLE estimates for the Gompertz growth model

Gender 0, 6, B3
F (girls) 9.06173 (0.15523) _ 0.76876 (0.14414) __ 0.07561 (0.00736)
M(boys) 0.14384 (0.14679)  0.77103 (0.13259)  0.07488 (0.00674)

(In parentheses: SE of estimate)

From residuals plots (see Appendix 1), we see that the standard assumptions for the model are
verified.

Gompertz model with normal errors (Bayesian approach)

Under a Bayesian approach, we have in Table 3, the posterior summaries of interest considering the
Gompertz growth model with a normal distribution for the error (see (1)) and the OpenBugs software
assuming the following prior distributions: 6; ~ N(0, 1), j =1,2,3,4 and { = 1/ o ~ G(1,1), where G(a,b)
denotes a gamma distribution with mean a/b and variance a/b®. We simulated 311,000 Gibbs samples,
with a “burn-in-sample” of 11,000 samples discarded to eliminate the effects of the initial values in the
iterative simulation process and taking a final sample of size 1000 (every 300" sample choosen from the
300,000 final simulated samples). Convergence of the Gibbs sampling algorithm was monitored from
standard trace plots of the simulated samples. For the girls and boys we obtained respectively, Monte
Carlo estimates for the posterior mean of { equal to 31.46 (1.907) and 31.30 (1.596).

Table 3 - Bayesian estimates for the Gompertz growth model

Gender 0, 0, )
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F (girls) 8.891 (0.1166) 0.9545 (0.1421) 0.08503 (0.00684)
M(boys) 9.061 (0.1094) 0.8658 (0.1322) 0.07948 (0.00626)
(In parentheses:SE of estimate)

It is interesting to observe that the classical and Bayesian inferences assuming non-informative
priors are very similar, but the standard-deviations of the estimates in general are smaller for the Bayesian
approach, especially for the parameter 6, .

Gompertz model with stable distribution (Bayesian approach)

Now, we assume a stable distribution for the intrauterine weights of the preterm infants (girls group
or female infants) considering the Gompertz growth curve model (model 5) introduced in section 2.
Under a Bayesian approach, we have in Tables 4, the posterior summaries of interest assuming the
nonlinear Gompertz regression model, that is, considering the regression model for the location parameter
of the stable distribution given by,

7i = diexp[-exp(d,- d3GAy)]. (16)

In the Bayesian analysis of this model, we use the OpenBugs software assuming the following prior
distributions:a ~ U(0, 2), B ~ U(-1, 0), 5 ~ U(0,3), d; ~ N(9,1), d, ~ N(0.8,1) and d; ~ N(0.07,1). Observe
that we are using some prior information from the results of the classical analysis to choose the prior
distributions for the regression parameters (use of empirical Bayesian methods). We also assume a
uniform U(-0.5,0.5) distribution for the latent variable Y;, i=1,2,...,15.We simulated 4,000,000 Gibbs
samples, with a “burn-in-sample” of 300,000 samples discarded to eliminate the effects of the initial
values in the iterative simulation process and taking a final sample of size 1,000 (every 200" sample
choosen from the 200,000 final samples). Convergence of the Gibbs sampling algorithm was monitored
from standard trace plots of the simulated samples.

Bayesian estimates for the Gompertz growth model assuming a stable distribution for the responses
(results for girls)

parameter mean S.D. 95% credible interval
a 1.543 0.00509 (1.536  ; 1.555)
B -0.8361 0.00883 (-0.8449 ; -0.8204)
6 0.1418 0.0051 (0.1356; 0.1579)
dy 9.322 0.035 (9.270  ;9.355)
d, 0.6948 0.00756 (0.680 ;0.711)
d; 0.0714 0.00073 (0.0707 ;0.0726)

From the results of Table 4, we observe that in general the Bayesian estimates of the regression
parameters (di,d, and ds) considering the Gompertz model with a stable distribution are similar to the
Bayesian estimates of the regression parameters (01,0, and 03) considering the Gompertz model with
normal errors, but in general the standard deviations are smaller than assuming normal errors (see results
in Table 3).

Gompertz model with stable distribution in presence of outliers (Bayesian approach)

Now, let us consider the presence of outliers (female infants) replacing the 5 intrauterine weight
(732.58) by 73200.58 and the first intrauterine weight (587.00) by 58700.00. In Table 5, we have the
obtained posterior summaries assuming the same priors and simulation procedure assumed for the results
of Table 4. We also observe in Table 5, that the estimated regression parameters 61,0, and 63 of the
Gompertz non-linear model with normal errors are strongly affected by the presence of outliers (see
results of Table 2). Considering a stable distribution, the estimates of the regression parameters (d,,d, and
ds) of the Gompertz non-linear model are very close to the estimates of the regression model with normal
errors not considering the presence of outliers. This is a great advantage of the non-linear model assuming
a stable distribution, that is, the Gompertz regression model with a stable distribution is robust to the
presence of outliers.
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Bayesian estimates for the Gompertz growth model assuming a stable distribution for the responses
(presence of an outlier)

Parameter (stable) mean S.D. 95% credible interval
o 1.543 0.0051 (1.536 ; 1.555)
B -0.8361 0.0088 (-0.8449; -0.8204)
5 0.1418 0.0051 (0.1356 ; 0.1579)
d; 9.322 0.035 (2.098 ;3.104)
d, 0.6948 0.0076 (0.680 ;0.7115)
ds 0.0714 0.00073 (0.0707 ; 0.0726)

Parameter (normal) mean S.D. 95% credible interval
0, 9.224 0.2116 (8.825 ;9.675)
0, 0.3107 0.1279 (0.0772 ; 0.6047)
03 0.0597 0.0072 (0.0475 ; 0.0760)

Concluding Remarks

The presence of outliers or discordant observations, many times due to measure errors is very
common in applications of nonlinear regression analysis. In the presence of these discordant observations,
the usual obtained classical inferences on the regression parameters or in the predictions under the usual
assumption of normality for the errors and constant variance could be greatly affected, which could imply
in wrong inference results. The use of stable distributions could be a good alternative for many
applications in data analysis to have robust inference results, since this distribution has a great flexibility
to fit for the data. With the use of Bayesian methods and MCMC simulation algorithms it is possible to
get inferences for the model despite the nonexistence of an analytical form for the density function as it
was showed in this paper. It is important to point out that the computational work in the sample
simulations for the joint posterior distribution of interest can be greatly simplified using standard free
softwares like the OpenBugs software.

In the illustrative example related to infant intrauterine growth introduced in Sections 4, the use of
data augmentation techniques (see, for instance, Damien et al, 1999) is the key to obtain a good
performance for the MCMC simulation method for applications using stable distributions.

We emphasize that the use of OpenBugs software does not require large computational time to get
the posterior summaries of interest, even when the simulation of a large number of Gibbs samples are
needed for the algorithm convergence. These results could be of great interest for researchers and
practitioners, when dealing with non Gaussian data, as in the applications presented here.

ACHCAR, J. A.; OLIVEIRA, B. R. G. Curvas de crescimento de Gompertz assumindo distribui¢es
estaveis: uma aplicacdo ao crescimento intra-uterino para prematuros. Rev. Bras. Biom., S&o Paulo, v.33,
n.2, p.xx-xx, 2015.

RESUMO: Neste artigo, consideramos 0 uso de métodos bayesianos para analisar alguns modelos de crescimento que
pertencem a classe de modelos de regressdo ndo-linear. Para a modelagem ndo linear assumimos erros normais
uma suposi¢do usual e também distribuicdes estaveis para a varidvel resposta. Estudamos também alguns aspectos
de robustez dos modelos de regressdo ndo linear para a presenca de outliers ou observagbes discordantes
considerando o uso de distribuices estaveis para a resposta no lugar da suposicio de normalidade habitual. E bem
sabido que, em geral, ndo ha nenhuma forma fechada para a funcdo densidade de probabilidade de distribuices
estaveis. No entanto, sob uma abordagem Bayesiana, a utilizagdo de uma varidvel aleatéria latente ou auxiliar
proporciona uma simplificacdo para obter qualquer distribui¢do a posteriori quando relacionado com distribuicdes
estaveis. Para demonstrar a utilidade dos aspectos computacionais, a metodologia é aplicada a um exemplo
relacionado com as curvas de crescimento intra-uterino para prematuros. Resumos a posteriori de interesse sdo
obtidos utilizando métodos MCMC (Markov Chain Monte Carlo) e o software OpenBugs.

PALAVRAS-CHAVE: Distribuicdo estavel; analise Bayesiana; modelos de regressao nao-lineares; métodos MCMC;
software OpenBugs.
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Appendix 1 - residual plots.

Residual Plots for log(weight girls)
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