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RESUMO

Modelagem da produtividade da cultura da cana de agucar por meio do uso de
técnicas de mineracao de dados

O entendimento da hierarquia de importancia dos fatores que influenciam a
produtividade da cana de aclUcar pode auxiliar na sua modelagem, contribuindo
assim para a otimizacdo do planejamento agricola das unidades produtoras do setor,
bem como no aprimoramento das estimativas de safra. Os objetivos do presente
estudo foram a ordenacgdo das variaveis que condicionam a produtividade da cana
de acucar, de acordo com a sua importancia, bem como o desenvolvimento de
modelos mateméaticos de produtividade da cana de aclcar. Para tanto, foram
utilizadas trés técnicas de mineracdo de dados nas andlises de bancos de dados de
usinas de cana de acUcar no estado de S&do Paulo. Varidveis meteoroldgicas e de
manejo agricola foram submetidas as analises por meio das técnicas Random
Forest, Boosting e Support Vector Machines, e os modelos resultantes foram
testados por meio da comparacdo com dados independentes, utilizando-se o
coeficiente de correlacao (r), indice de Wilimott (d), indice de confianca de Camargo
(C), erro absoluto médio (EAM) e raiz quadrada do erro médio (RMSE). Por fim,
comparou-se o desempenho dos modelos gerados com as técnicas de mineracéo de
dados com um modelo agrometeoroldgico, aplicado para os mesmos bancos de
dados. Constatou-se que, das varidveis analisadas, o numero de cortes foi o fator
mais importante em todas as técnicas de mineracdo de dados. A comparacao entre
as produtividades estimadas pelos modelos de mineracdo de dados e as
produtividades observadas resultaram em RMSE variando de 19,70 a 20,03 t ha™ na
abordagem mais geral, que engloba todas as regides do banco de dados. Com isso,
o desempenho preditivo foi superior ao modelo agrometeorolégico, aplicado no
mesmo banco de dados, que obteve RMSE ~ 70% maior (~ 34 t ha™).

Palavras-chave: Predicédo; Planejamento agricola; Random forest; Boosting; Support
vector machines






ABSTRACT
Modeling sugarcane yield through Data Mining techniques

The understanding of the hierarchy of the importance of the factors which
influence sugarcane yield can subsidize its modeling, thus contributing to the
optimization of agricultural planning and crop yield estimates. The objectives of this
study were to ordinate the variables which condition the sugarcane yield, according
to their relative importance, as well as the development of mathematical models for
predicting sugarcane yield. For this, three Data Mining techniques were applied in the
analyses of data bases of several sugar mills in the State of S&do Paulo, Brazil.
Meteorological and crop management variables were analyzed through the Data
Mining techniques Random Forest, Boosting and Support Vector Machines, and the
resulting models were tested through the comparison with an independent data set,
using the coefficient of correlation (r), Willmott index (d), confidence index of
Camargo (c), mean absolute error (MAE), and root mean square error (RMSE).
Finally, the predictive performances of these models were compared with the
performance of an agrometeorological model, applied in the same data set. The
results allowed to conclude that, within all the variables, the number of cuts was the
most important factor considered by all Data Mining models. The comparison
between the observed yields and those estimated by the Data Mining techniques
resulted in a RMSE ranging between 19,70 to 20,03 t ha™, in the general method,
which considered all regions of the data base. Thus, the predictive performances of
the Data Mining algorithms were superior to that of the agrometeorological model,
which presented RMSE ~ 70% higher (= 34 t ha™).

Keywords: Prediction; Agricultural planning; Random forest; Boosting; Support vector
machines
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1 INTRODUCAO

Contando com uma area colhida de 9,7 milhGes de hectares na safra 12/13, o
que rendeu uma colheita de 588,5 milhdes de toneladas (UNIAO DA INDUSTRIA DE
CANA DE ACUCAR — UNICA - UNICA, 2014), a cana de acucar é uma das mais
importantes culturas agricolas do Brasil, atualmente o maior produtor mundial (FAO,
2015). De acordo com Neves et al. (2009), o setor sucro-energético brasileiro
movimenta, por ano, um total de US$ 80 bilhdes, considerando-se a somatoria das
vendas estimadas de toda a cadeia produtiva do setor. Com isso, representa um
setor de fundamental importancia para o pais, com expressiva capacidade de
geracdo de empregos e movimentacao de recursos e impostos.

A produtividade da cana de aclcar, comumente expressa em toneladas de
cana por ha (TCH), depende de uma combinacdo de fatores, dentre eles: clima,
ambientes de producdo (solo) e aspectos agrondmicos associados ao manejo
agricola, como a escolha de variedades, a idade do canavial, o nimero médio de
cortes, a adubacéo, o controle de pragas e doencas, o0 manejo de plantas invasoras,
a aplicacao de vinhaga, entre outros.

O entendimento da hierarquia das variaveis climaticas e de manejo, de acordo
com seu grau de importancia na variabilidade do TCH, pode auxiliar tanto na
otimizacao do planejamento agricola, bem como no aprimoramento das previsdes de
safra. Porém, ha diferentes percepc¢des com relacdo a ordem de importancia desses
fatores. Ramburan et al. (2013), ao estudarem os fatores que causam o declinio de
produtividades das soqueiras ao longo do ciclo na Africa do Sul, constatam que o
grau de influéncia dos mesmos ainda ndo é muito claro. Apesar da importancia de
variaveis como pragas e doencas ou dano as soqueiras, ha uma percepcéao geral de
que as diferencas entre as variedades contribuem de forma mais acentuada na
variabilidade das produtividades. Nesse trabalho, os autores concluem que uma
maior énfase deveria ser dada ao manejo da cultura do que a escolha das
variedades, de modo a garantir maior longevidade dos canaviais. Ja Ferraro et al.
(2009), em seu trabalho de anélise de bancos de dados de produtividade da cana de
acucar utilizando técnica de mineracdo de dados, classificaram diversas variaveis,
tanto de manejo quanto ambientais, de acordo com sua importancia hierarquica na
variabilidade das produtividades (TCH), e concluiram que as chuvas tiveram um

peso relativamente pequeno para explicar a variabilidade das produtividades quando
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comparada com outros fatores ndo associados ao clima, como numero de cortes e
variedade.

As estimacbes de produtividade sdo uma ferramenta importante na
agricultura, principalmente no que tange o planejamento estratégico das empresas,
permitindo um melhor ajuste das atividades de compra de insumos, vendas e
exportacdes das producdes. Nesse sentido, é imperativo para o setor sucro-
energético o desenvolvimento e uso continuo de técnicas que integrem as variaveis
climaticas e de manejo, de forma que os modelos gerados a partir dessa integracao
possam ser usados como ferramentas de gestdo para otimizacao de recursos e das
tomadas de deciséo.

Em funcdo da importancia das previsbes de produtividade no contexto da
induUstria sucro-energética, bem como a incerteza sobre com que intensidade os
diferentes fatores influenciam as produtividades, este estudo permitiu formular as

seguintes hipoteses:

a) A variabilidade interanual da produtividade da cana de acgUcar € afetada
ndo somente pelas condicdes edafo-climaticas, mas também pela
interacdo dessas condicbes com a cultura e com as ac¢des de manejo

agricola;

b) O emprego das técnicas de Mineracdo de Dados em bancos de dados
operacionais das wusinas permite elencar o0s principais fatores
determinantes da produtividade da cana de acucar e gerar modelos

matematicos capazes de estimar sua produtividade.

Diante dessas hipoteses, os objetivos do presente estudo foram:

a) ldentificar os fatores que afetam a produtividade da cana de acucar no
estado de S&o Paulo por meio da técnica de Mineragdo de Dados (MD),

empregando-se bancos de dados operacionais das usinas;

b) Desenvolver modelos mateméticos de estimacgéo da produtividade da cana
de acucar, ao nivel de agrupamento de talhdes, empregando-se técnicas

de mineracao de dados;
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c) Testar os modelos propostos com dados independentes, avaliando-se sua

viabilidade para a estimacéo da produtividade em condi¢cdes operacionais;

d) Comparar o desempenho dos modelos gerados por meio de técnicas de
mineracdo de dados com o de um modelo agrometeorolégico, empregado
para os mesmos grupos de talhdes.
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2 REVISAO BIBLIOGRAFICA
2.1 A cana de acucar no Brasil

A producado de cana de acgucar no Brasil se concentra na Regidao Centro-Sul
do pais, principalmente nos estados de Sao Paulo, Minas Gerais, Goias, Parana,
Mato Grosso do Sul e Mato Grosso, bem como na Regido Nordeste, basicamente
nos estados de Alagoas, Pernambuco e Paraiba. De acordo com dados da UNICA
(2014), a producao da cana de acgucar na regido Centro-Sul do Brasil foi da ordem
de 533 milhdes de toneladas na safra 2012/13, cerca de dez vezes maior do que o
produzido no Nordeste Brasileiro. Nesse contexto, Sdo Paulo € de longe o maior
estado produtor, com 330 milhdes de toneladas na mesma safra.

Os periodos de safra da cana de acucar no Brasil também se distinguem
entre as regides. De acordo com Scarpari (2002), enquanto que no Nordeste esse
periodo compreende os meses de abril a setembro, no Centro-Sul a safra ocorre
entre maio e dezembro. O plantio da cana de acucar ocorre em duas modalidades,
conhecidas como “cana de ano” e “cana de ano e meio”. No Centro-Sul do Brasil, a
cana de ano é plantada entre setembro e novembro, aproveitando-se o inicio das
chuvas; ja a cana de ano e meio é plantada entre janeiro e abril, sendo colhida
apenas no ano consecutivo, entre maio e novembro. De acordo com Rolim (1993), a
grande vantagem do plantio de ano é o retorno mais rapido do capital investido.
Porém, essa modalidade exige solos férteis para o rapido crescimento da cultura
bem como rapidez nas operacdes de preparo de solo, pois, logo apd6s o ultimo corte,
ha a necessidade de se destruir as soqueiras e preparar o solo para o plantio em
outubro (COLETI, 1983). Com isso, essa operacdo acaba coincidindo com as
atividades de colheita, exigindo maior concentracdo de méo-de-obra nesse periodo
(ROLIM, 1993). J4 a cana de ano e meio inicia seu desenvolvimento no inicio do
ano, época que apresenta boas condicbes de umidade do solo e temperatura, o0 que
garante uma rapida brotacdo. Apds esse periodo, permanece em repouso até
agosto, voltando a vegetar com alta intensidade durante a primavera e o verao, para
entdo amadurecer nos meses do novo inverno, completando, assim, o ciclo de 18
meses (COLETI, 1983). A brotacdo rapida garante um bom desenvolvimento da
parte aérea da planta, bem como do sistema radicular, de forma que ela possa

suportar o periodo de inverno. Além disso, como no inverno a infestagdo por plantas
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daninhas tende a diminuir, a cana de ano e meio exerce forte influéncia sobre elas
no reinicio das chuvas, dominando-as (ROLIM, 1993).

Ha também no Centro-Sul uma terceira modalidade, conhecida como “plantio
de inverno”, o qual se estende por uma parte da estacdo seca, mais precisamente
até julho, para atender a demanda de matéria-prima das unidades produtoras
(EMBRAPA, 2014).

2.2 Fatores que afetam a produtividade da cana de agucar

Dentre os diversos fatores que afetam a produtividade da cana, tém-se
aqueles atribuidos as condi¢des climaticas, e aqueles associados ao manejo

agricola. Esses fatores sdo descritos a seguir:

2.2.1 Fatores agrometeorolégicos

A produtividade da cana de agucar é altamente dependente do total de
energia solar e temperatura, bem como da disponibilidade de dgua no solo. Marin et
al. (2009) destaca a importancia de um periodo de alta radiacéo, além de altos niveis
de temperatura do ar, bem como de alta disponibilidade de agua no solo, para o bom
crescimento vegetativo da cana. Por ser uma planta de metabolismo C4, a cana
possui a vantagem de apresentar uma alta taxa fotossintética, se comparada as
plantas de metabolismo do tipo C3. Porém, vale destacar que essa maior eficiéncia
fotossintética s6 se pronunciard em sua plenitude sob altas taxas de radiacdo solar,
somadas a uma longa duracdo do dia, temperaturas elevadas e com boa
disponibilidade de agua no solo. Nesses casos, o perfilhamento € estimulado; por
outro lado, em condicbes de dias curtos e com baixa irradiancia solar, o
perfilhamento é menos intenso (MONTEIRO, 2011) e as canas se tornam mais
longas e finas (RODRIGUES, 1995).

A temperatura do ar influencia nos processos de crescimento e
desenvolvimento vegetal, tendo impacto direto na produtividade das culturas
(PEREIRA et al., 2002). De acordo com Marin et al. (2009), a cana de acUcar tem
taxas maximas de crescimento quando submetida a temperaturas do ar na faixa de
30°C a 34°C. Tanto para temperaturas abaixo de 16°C a 18°C, quanto para

temperaturas acima de 38°C, o crescimento da cultura se estagna, devido ao
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estresse térmico (MARIN et al., 2009). Para o crescimento ideal da planta, a
temperatura média do ar no periodo vegetativo deve estar na faixa de 22°C a 30°C
(DOORENBOS; KASSAM, 1979). Ja na fase de maturacdo, as temperaturas mais
baixas auxiliam no processo de acumulo de sacarose no colmo. De acordo com
Camara (1993), de forma geral, regides com temperatura média mensal do més
mais frio abaixo de 21°C sdo mais favoraveis para o processo de maturacdo. Ja em
regides sem déficit hidrico, a temperatura média do ar deve ser abaixo de 21°C por
trés meses para que se inicie o processo de maturacdo (GLOVER, 1971 apud
CARDOZO; SENTELHAS, 2013).

Por fim, a agua desempenha papel vital nas produtividades agricolas. A
necessidade hidrica de uma cultura pode ser definida como o montante de agua
necessario para atender a demanda evapotranspirativa imposta pelas condicbes
meteoroldgicas. Para se compensar as dificuldades de se obter medi¢cdes de campo
precisas, métodos de estimacdo da necessidade hidrica das culturas sdo usados,
empregando-se o coeficiente de cultura (Kc) (ALLEN et al., 1998). De acordo com
Marin et al. (2009), diversos autores vém tentando determinar o consumo de agua
da cultura da cana de acucar, porém os resultados diferem significativamente de
acordo com o clima, a variedade e o ambiente de produgcdo. De acordo com
Blackburn (1984), o suprimento adequado de &gua para cana €é de
aproximadamente 1200 mm ano™, dependendo da regido. Conforme Holden e
McGuire (1998), em condi¢cdes adequadas de temperatura e radiacdo solar, a cana
de acUcar cresce em proporcao direta ao montante de agua consumida, ou seja,
para cada 100 mm de agua utilizada pela cultura, sdo produzidas aproximadamente
10 toneladas de colmos por hectare.

Baseando-se na premissa de que o0 crescimento da cultura e sua
produtividade sao proporcionais a agua transpirada, o balanco hidrico é fundamental
para definir o déficit hidrico, variavel diretamente relacionada a quebra de
produtividade da cultura da cana de acucar (MONTEIRO; SENTELHAS, 2014).
Monteiro (2011), empregando dados provenientes de um modelo de produtividade
devidamente calibrado para o estado de Sdo Paulo, determinou a relacdo entre a
reducdo de produtividade e o déficit hidrico anual das regides canavieiras do Estado
de Séo Paulo e concluiu que para cada 100 mm de déficit hidrico ha uma quebra de
produtividade da cultura da cana de acticar de 11,2 t ha™.
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2.2.2 Fatores de manejo

Dentre os fatores de manejo que influenciam a produtividade da cana de
acucar, destaca-se o manejo varietal. Nas Ultimas décadas, grandes investimentos
foram feitos no desenvolvimento de variedades mais produtivas, mais adaptadas aos
diferentes ambientes de producdo, assim como mais resistentes as doencas e
pragas. A correta alocacdo das variedades existentes nos diferentes ambientes de
producédo constitui-se em um importante fator para se maximizar o potencial genético
das mesmas e se obter ganhos de produtividade. Além disso, as doencas mais
importantes da cultura da cana de acgUcar sdo controladas pelo uso de variedades
resistentes (ORLANDO FILHO et al., 1994).

Também a adubacdo desempenha um papel importante na produtividade da
cana de acucar. De acordo com Orlando Filho et al. (1994), apesar de os produtos
finais, acucar e etanol, conterem apenas carbono, hidrogénio e oxigénio, 0s
nutrientes, dentre eles, os macronutrientes como nitrogénio (N), fosforo (P), potassio
(K), célcio (Ca), magnésio (Mg) e enxofre (S), bem como os micronutrientes boro (B),
cloro (CI), cobre (Cu), ferro (Fe), manganés (Mn), molibdénio (Mo) e zinco (Zn) sao
importantes para a producdo da matéria-prima. Os referidos autores também
ressaltam os ganhos de produtividade das canas planta e socas com 0 uso de gesso
agricola, em complemento a aplicacdo de calcario, este ultimo com papel mais
nutricional, em funcéo do calcio, do que o de correcéo da acidez do solo, visto que a
cana de aguUcar apresenta certa tolerancia a tal condicdo. Conforme Dias e Rosseto
(2006), a aplicagéo de fertilizantes na cultura da cana de agucar é feita no prée-
plantio, com a fosfatagem e aplicacao de corretivos, no plantio, durante a operacéo
de sulcacdo, bem como nos tratos culturais das soqueiras. A adubacao pode ser
mineral e/ou organica, sendo que neste ultimo caso os residuos agroindustriais, torta
de filtro e vinhacga, sdo muito utilizados. De acordo com Orlando Filho et al. (1983), a
torta de filtro € um residuo da filtracdo de lodo durante o processo da fabricagédo de
acucar, sendo um material rico em matéria organica, célcio, fosforo e nitrogénio, com
producdo média de 30 kg t* de cana moida. Esta pode ser aplicada antes do plantio,
em area total, no sulco de plantio e nas entrelinhas das soqueiras, contribuindo de
forma significativa para a elevacao da produtividade (ORLANDO FILHO et al., 1994).
A vinhaga, residuo da fabricagdo do alcool, também é rica em matéria

organica e tem alto valor fertilizante, destacando-se os elementos minerais potassio,
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nitrogénio e fésforo, com produgcdo média de 13 litros de vinhaga para cada litro de
alcool (ORLANDO FILHO et al., 1983; BARROS et al., 2010; LAIME et al., 2010).
Sua disposicdo no solo pode ser na forma de fertirrigacdo, seja através de
caminhdes tanque ou sistemas de irrigacdo. Os beneficios da aplicacdo da vinhaca
podem ser resumidos em aumento da produtividade e da longevidade dos canaviais,
substituicdo da adubacao mineral das soqueiras, aumento da fertilidade dos solos e
melhorias nas propriedades fisicas e da retencdo de agua dos mesmos (LEME,
1993; BARROS et al., 2010).

As produtividades da cana de acuUcar também estdo relacionadas com o
controle adequado de pragas e doencas. As principais pragas da cana de acgUcar
sao a broca do colmo (Diatraea spp.), os cupins, o besouro (Mygdolus fryanus) e as
cigarrinhas da folha (Mahanarva posticata) e da raiz (Mahanarva fimbriolata). Os
principais métodos de controle sdo o uso de inseticidas no sulco de plantio, bem
como o0 uso de técnicas de controle biolégico, como a aplicagdo do fungo
Metarhizium anisopliae no controle das cigarrinhas e a liberacdo do parasitoide de
larvas Cotesia flavipes (CENTRO DE TECNOLOGIA CANAVIEIRA — CTC, 2013;
PROCOPIO et al., 2003; ORLANDO FILHO et al., 1994).

Segundo Bailey (2004), as doencas da cana de acucar podem ser divididas
de acordo com o agente causal, em fungos, como por exemplo, o carvao e a
ferrugem da cana, bactérias, como a escaldadura das folhas e o raquitismo das
soqueiras, e virus, sendo o mais importante o Mosaico. As principais medidas de
controle sdo o manejo varietal, 0 uso de viveiros sadios, o tratamento térmico de
mudas de cana, a desinfeccdo de ferramentas de corte e maquinas de plantio e
colheita, e a pratica do roguing, que consiste na retirada de plantas sintomaticas do
canavial (CTC, 2013; MACCHERONI; MATSUOKA, 2006).

Além dos fatores listados acima, a produtividade da cana de acucar também é
influenciada pela longevidade dos canaviais, em termos de numero de cortes. Os
fatores que influenciam a longevidade sao a cultivar escolhida, a fertilidade do solo,
as condi¢Bes climaticas, praticas culturais, controle de pragas e doengas e método
de colheita (TOWNSEND, 2000; SEGATO et al., 2006 apud VIANNA, 2014). Por fim,
Camara (1993) cita o transito de maquinas e caminhdes com seus rodados sobre as
linhas das soqueiras, como fator prejudicial a longevidade, uma vez que prejudicam
demasiadamente o sistema radicular das soqueiras, promovendo atraso ha emissao

de novas raizes, falhas de brotacéo e reducdo da populagédo de colmos.
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2.3 Métodos de estimacgéo da produtividade da cana de agucar

A estimacédo de produtividade da cana de acucar tem grande importancia no
planejamento estratégico das empresas sucro-energéticas, o que, em funcdo da
enorme gama de varidveis que a influenciam, bem como da interdependéncia
desses fatores, acaba sendo muito complexo e dificil (PICOLI, 2007). Entre as
ferramentas empregadas na estimacdo da produtividade da cultura da cana de

acucar destacam-se:

2.3.1 Levantamentos de campo

Essa é a maneira mais tradicional de estimacdo de produtividade nas usinas
de cana de acucar. Os técnicos responsaveis pelos canaviais percorrem as lavouras
e estimam suas produtividades tomando como base suas observacdes sobre o
crescimento da cultura ao longo da safra, bem como as produtividades registradas
nas safras anteriores. Em funcéo da subjetividade, esse procedimento esta sujeito a
erros frequentes, o que acaba comprometendo a estimagcédo de safra das usinas.
Outra desvantagem desse método é que ele demanda muito tempo e é oneroso,
dado o grande namero de pessoas envolvidas (PICOLI, 2007).

2.3.2 Biometrias de campo

As biometrias de campo consistem em medi¢cdes de variaveis que estédo
altamente relacionadas com a produtividade dos canaviais, como: altura de colmo;
altura das canas; comprimento dos internddios; peso dos colmos e dos palmitos;
namero de plantas por m de plantio ou de soqueira; niumero de folhas verdes por
cana, entre outras (SILVA et al., 2012). As medicOes sdo efetuadas em pontos
amostrais, de forma que representam adequadamente as areas de producéo das

unidades produtoras.

2.3.3 Imagens de satélite

As ferramentas de sensoriamento remoto vém sendo aplicadas com

resultados satisfatérios para o monitoramento do crescimento dos canaviais, a
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identificacdo de variedades cultivadas e também na estimacdo de produtividade
(ABDEL-RAHMAN; AHMED, 2008). A partir de imagens de satélite pode-se gerar
conhecimento sobre o comportamento espectral das culturas, por meio do calculo
dos indices de vegetacdo, como o NDVI e o GVI. Para a cana de acucar, os indices
de vegetacdo tém boa correlacdo com as produtividades, como mostram Abdel,
Rahman e Ahmed (2008). De acordo com Benvenuti (2005), os dados espectrais do
dossel da cana de acucar, obtidos no periodo de seu maximo crescimento, tém
relacdo direta com a produtividade da cultura. Em seu estudo, o autor demonstrou
que o indice GVI é o dado espectral que melhor explica a produtividade da cana,
com R2 de até 0,83, e conclui que as imagens de satélite podem ser utilizadas como
ferramenta complementar na estimativa de safra da cana de acucar. Almeida et al.
(2006), em seu trabalho de estimacgéo de produtividade da cana de acucar no Brasil,
usaram imagens dos sensores ASTER e Landsat ETM+ e conseguiram maior
precisdo em comparagdo aos métodos visuais usados na industria sucro-alcooleira
do Brasil, com erros variando entre 2,6% e 5,7%, inferiores aos estimados nos
levantamentos de campo (9,1%). Os autores ndo tém duavida de que o
sensoriamento remoto auxilia em muitos aspectos da cultura da cana, com o
desenvolvimento de produtos de maior resolugdo espacial, temporal e espectral a
um custo menor. Porém, ha alguns desafios a serem superados, como 0 aumento da
acuracia desta ferramenta, bem como a reducdo de problemas causados por

nuvens.

2.3.4 Modelagem de produtividade agricola

De acordo com Hoogenboom (2000), os modelos agricolas integram
conhecimentos de varias disciplinas, incluindo agrometeorologia, fisica dos solos,
quimica dos solos, fisiologia das culturas, melhoramento vegetal e agronomia em um
conjunto de equacfes matematicas com o objetivo de estimar o crescimento e 0
desenvolvimento vegetal bem como as produtividades agricolas. De forma geral, os
modelos matematicos empregados na agricultura podem ser classificados de varias
maneiras. Conforme Thornley e France (2007), os modelos podem ser categorizados
como sendo deterministicos ou estocasticos, assim como dinAmicos ou estaticos, e,

por fim, mecanisticos ou empiricos.
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Com respeito aos modelos que incluem variaveis agrometeoroldgicas, Baier
(1979) sugere a seguinte forma de classificagdo: modelos de simulacdo de culturas
(crop growth simulation models); modelos agrometeorolégicos propriamente ditos
(crop-weather analysis models); e modelos empiricos-estatisticos (empirical-

statistical models). As principais caracteristicas desses modelos séo:

a) Modelos de simulacdo de culturas: podem ser definidos como uma representacao
matematica simplificada dos complexos mecanismos fisicos, quimicos e fisiologicos
gue governam o crescimento das plantas (BAIER, 1979). Esse tipo de modelagem
utiliza equagbes mateméaticas que visam descrever 0os processos de crescimento e
desenvolvimento vegetal (HOOGENBOOM, 2000), sendo que essas equacfes sao
baseadas em resultados de experimentos ou no conhecimento existente sobre um
processo especifico (BAIER, 1979). Conforme Vianna (2014), existem Varios
modelos de simulacdo dos componentes de producdo da cana de acucar, como o
APSIM-Sugarcane (KEATING et al., 1999), criado na Austrélia, e 0 CSM-DSSAT-
CANEGRO (INMAM BAMBER, 1991; SINGELS et al., 2008), de origem sul africana,
ambos com potencial para a simulacdo da cana de acuUcar no Brasil, desde que
devidamente ajustados as condi¢c8es de solo, clima e variedades brasileiras. O CSM-
DSSAT-CANEGRO pode ser considerado um dos principais modelos de crescimento
de cana de acucar, sendo extensivamente utilizado em pesquisas cientificas e
aplicadas (SINGELS et al., 2008). Em um estudo, com o objetivo de parametrizar e
avaliar o modelo CANEGRO para cultivares brasileiras, Nassif (2010) concluiu que,
apesar de apresentar superestimacdo no acumulo de massa de matéria fresca
durante o ciclo de producéo, os valores finais dessa variavel foram compativeis com
os dados experimentais. Marin et al. (2011) avaliaram a estimacéo de diferentes
variaveis da cultura da cana de acucar pelo modelo CANEGRO, como IAF, massa
seca da parte aérea e massa seca de colmos, de duas cultivares de cana de acucar,
e obtiveram resultados satisfatérios quando comparados os dados estimados e
observados em experimentos de campo, com erro (RMSE) entre 9,6 e 9,8 t ha™ para
a variavel massa seca de colmos, e entre 8,5 e 9,9 t ha™* para a variavel massa seca
da parte aérea. Também Vianna (2014) obteve desempenho satisfatorio utilizando o
CANEGRO, conseguindo estimar a produtividade comercial da cultura com um
RMSE da ordem de 15 t ha™.
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b) Modelos agrometeoroldgicos: fornecem informagdes que auxiliam na tomada de
decis&o na agricultura, como planejamento do uso do solo, monitoramento e controle
de pragas e doencas, bem como na estimacdo de safras (LAZINSKI, 1993 apud
TAVARES SOUZA; WILHELM, 2009). De acordo com Baier (1979), esse tipo de
modelagem utiliza variaveis agrometeoroldégicas como umidade do solo e
evapotranspiracéo (oriundas de observacdes ou medi¢des climéticas diarias) como
inputs primarios e as correlacionam com crescimento vegetativo ou produtividade.
Nesse sentido, algumas das funcdes matematicas, como, por exemplo a resposta ao
uso de fertilizantes ou ao déficit hidrico, séo pré-programadas e técnicas estatisticas
convencionais, como a regressdo multipla, sdo usadas para validar os pesos de
cada coeficiente da equacado final. Considerando-se que o0s modelos empiricos
descrevem as relacdes entre determinadas variaveis, sem entrar no ambito dos
processos envolvidos nessas relacbes (DOURADO NETO, 1998) e que os modelos
empiricos-estatisticos utilizam dados amostrais de produtividade de determinada
area e as correlacionam com dados climaticos da mesma éarea (BAIER, 1979), fica
claro que, a um determinado nivel de organizacdo, todos os modelos podem ser
considerados empiricos (CARDOZO, 2012), o que torna dificil sua classificacdo mais
clara e precisa. Na modelagem de produtividade da cana de aclUcar, podem ser
destacados os trabalhos de Ometto (1974), que relacionou a evapotranspiracao
estimada com o rendimento da cana de acUcar, e de Delgado-Rojas (1998), que
obteve equacGes matematicas de estimacao de produtividade da cana de acUcar por
meio de regressao linear multipla usando variaveis agrometeoroldégicas como
precipitacdo e evapotranspiracdo. Monteiro (2011) utilizou o modelo da Zona
Agroecoldgica, apresentado por Doorenbos e Kassam (1994), associado a
penalizacdo da produtividade pelo déficit hidrico, para calcular a produtividade
potencial e a produtividade atingivel da cultura da cana de acucar em 178
localidades do estado de Sao Paulo, e estimou a eficiéncia climatica (n) por meio do
quociente entre essas produtividades. Assim, foi possivel a obtencdo de classes de
ambientes de producdo para a cultura da cana de acglcar sob o enfoque climatico,
que foram espacializadas, gerando mapas Uteis para o planejamento das usinas
guanto aos manejos varietal e operacional dos canaviais. O mesmo modelo foi
empregado por Gouvéa (2008) para estimar a produtividade da cana de acucar na
regido de Piracicaba, SP, para diferentes cenarios de mudancas climéticas,

baseados no quarto relatorio do Painel Intergovernamental sobre Mudancas
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Climaticas (IPCC). Nesse estudo se avaliou os possiveis impactos das alteracdes
das variaveis meteoroldgicas sobre a produtividade da cultura.

c) Modelagem empirica/estatistica: A analise estatistica de informacdes oriundas das
lavouras para o entendimento dos padroes e dos mecanismos que influenciam a
variabilidade da produtividade tém trazido resultados promissores, sendo que sua
utilidade tem sido incrementada com o desenvolvimento de modernas ferramentas
estatisticas bem como com a disponibilizacdo de bancos de dados de produtividades
com uma ampla cobertura de ambientes de producédo (FERRARO et al., 2009).
Porém, tal abordagem com o uso de ferramentas estatisticas “tradicionais” acaba se
tornando muitas vezes inviavel, em funcdo de problemas na estrutura dos bancos,
como interagcdes de ordem mais elevada e ndo linearidade dos dados. Para
contornar esses problemas, métodos ndo paramétricos de andlise estatistica vém
sendo utilizados para aumentar o entendimento da variabilidade das produtividades.
Entre esses modelos, estdo os baseados em mineracdo de dados e inteligéncia
artificial, os quais viabilizam especialmente as analises de relacdes em grandes
bancos de dados (Big Data), envolvendo uma grande gama de variaveis (FERRARO
et al., 2009).

2.4 Mineracao de Dados

A crescente geracdo de dados possibilitada pelos avancos tecnologicos na
era da informacdo vem criando o desafio da obtencdo de conhecimento a partir de
grandes quantidades de dados. De acordo com Witten et al. (2011), o montante de
dados armazenados nos bancos de dados ao redor do mundo se duplica a cada 20
meses, aumentando assim a lacuna entre a geracdo e o entendimento dessas
informacgdes. Nesse sentido, a Mineracdo de Dados surge como ferramenta capaz
de elucidar os padrbes implicitos nessas grandes massas de dados. Mineracéo de
Dados, também conhecida como “Descoberta de Conhecimento a partir de Dados”
(“Knowledge Discovery from Data, KDD) pode ser definida como a extracdo de
padrées que representam o conhecimento armazenado em grandes bancos de
dados (HAN et al., 2011). As informacdes e os conhecimentos adquiridos podem ser
utilizados em diversas areas, como, por exemplo, marketing, medicina, financas e

agropecuaria (GALVAO; MARIN, 2009). O processo da Mineracdo de Dados integra
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técnicas oriundas de diferentes areas do conhecimento, como tecnologia de bancos
de dados, estatistica, computacdo, processamento e visualizacdo de dados, entre
outros (HAN et al., 2011). De acordo com Camilo e Silva (2009), existem diversos
processos que descrevem as fases e atividades da Mineracdo de Dados. Um dos
mais utilizados € o modelo CRISP-DM (Cross Industry Standard Process for Data
Mining), que consiste das seguintes fases (IBM SOFTWARE BUSINESS
ANALYTICS, 2010; CAMILO; SILVA, 2009):

a) Fase de compreensdo do contexto (business understanding): compreende o
entendimento dos objetivos e necessidades do projeto que deverdo ser atendidos

por meio da mineracdo de dados, bem como um planejamento inicial do projeto;

b) Fase de entendimento dos dados (data understanding): uma vez que os dados
podem vir de diversas fontes e estarem disponiveis em diferentes formatos, essa
fase possibilita a familiarizacdo com os dados e suas estruturas, bem como o
entendimento de suas especificidades, com o0 objetivo de identificar possiveis

problemas de qualidade dos dados;

c) Fase de preparacdo dos dados (data preparing): esta fase compreende as
atividades relacionadas a construcdo do conjunto final de dados, que serd utilizado
para analise por meio de técnicas de mineracdo de dados, como por exemplo,
alteracOes de estruturas para adequacdo aos softwares de mineracdo de dados,
transformacdes de variaveis, inclusdo de novas variaveis, mudancas de escala,

eliminacdo de inconsisténcias e de dados faltantes;

d) Fase de modelagem (modeling): aqui sdo aplicados os diferentes algoritmos de
mineracdo de dados. Tipicamente, para cada tipo de problema ha diferentes
solugdes possiveis, sendo que algumas técnicas tém exigéncias especificas com

relacdo ao formato dos dados;

e) Fase de avaliacao (evaluation): uma vez desenvolvidos os modelos, € importante
revisar o processo e verificar se 0s objetivos foram alcancados, de forma que, ao

final desta etapa, se tome decisdes sobre o uso dos resultados;
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f) Fase de Implantacdo (deployment): um projeto de mineracdo de dados néo
termina com a geracdo de modelos, mas deve também incorporar a aplicagédo e
distribuicdo do conhecimento gerado durante o processo. Portanto, nessa fase os
resultados devem ser organizados para sua apresentacao ao usuario final, de forma

gue este possa fazer uso pratico do conhecimento adquirido.

Como se pode observar na Figura 1, as seis fases do processo de Mineragao
de Dados sdo organizadas de maneira ciclica, sendo que o fluxo do processo nédo é

unidirecional, ou seja, pode-se ir e voltar entre as fases do processo.

B
Compreenséo |g—_| Entendimento
do dominio | dos dados

Distribuicao

f\
\
"

Figura 1 - Fases da metodologia da mineracao de dados, denominada de CRISP DM
(CHAPMAN et al., 2000)

De acordo com Han et al. (2011), as tarefas de Mineragcdo de Dados podem
ser divididas em preditivas, que consistem em se fazer predicdes a partir de
inferéncias sobre os dados em questéo, ou descritivas, com o foco na caracterizacao
das propriedades de forma geral dos dados. As descricbes dessas tarefas séo
apresentadas a seguir:

a) Tarefas preditivas
Classificacdo: pode ser definida como um processo para encontrar modelos

gue descrevem e distinguem classes. Esses modelos sdo gerados com base na
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analise de uma base de dados de treinamento (em que os dados sdo conhecidos).
Os modelos gerados séo utilizados para predizer a categoria dos objetos, cujas
classes nao séo conhecidas, podendo ser representadas de diferentes formas, como
por regras, arvores de decisao, formulas matematicas ou redes neurais.

Regresséo: a analise de regressdo € uma metodologia estatistica usada
principalmente para predicdes numéricas. Enquanto que a classificacdo estima
fatores categoricos (discretos), os modelos de regressdo estimam funcbes de

valores continuos.

b) Tarefas descritivas

Associacdo: Essa tarefa consiste em identificar o relacionamento entre
atributos, sendo muito conhecido em funcdo dos bons resultados que se obtém
(CAMILO; SILVA, 2009). Dentre as diversas aplicagcdes dessa técnica, se destacam
as andlises de informac6es médicas ou de perfil de compras de clientes (BARROS,
2013).

Clusterizagdo ou Agrupamento: Ao contrario das técnicas de classificacdo e
regressdo, que analisam conjuntos de dados categorizados, as analises de cluster
sdo destinadas para dados sem o conhecimento prévio de seus agrupamentos em
classes. A clusterizacdo pode ser utilizada para gerar um agrupamento de dados
formando assim diferentes classes. Os objetos sdo agrupados baseados no principio
da maximizacdo das similaridades dentro de uma classe (intraclass similarity) ou da
minimizacdo das similaridades entre as classes (interclass similarity). Ou seja, 0s
clusters sdo gerados de forma que os objetos dentro de um cluster tenham alta
similaridade em comparagao aos demais, a0 mesmo tempo em que séo diferentes
dos objetos de outros clusters. Sendo assim, cada cluster pode ser visto como uma

classe de objetos, da qual podem ser derivadas regras (HAN et al., 2011).

Para a realizacdo de cada tarefa, diferentes técnicas podem ser utilizadas,
sendo que ndo h& aquela ideal, com cada uma delas apresentando vantagens e
desvantagens. A analise do problema em questéao definira a escolha de determinada
técnica, sendo que se pode aplicar mais de um método para solucionar um mesmo
problema (VIEIRA, 2014). Dentre as diversas técnicas disponiveis para realizar a

tarefa de predicdo, pode-se destacar as denominadas de Boosting, Random forest,
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ambos pertencentes ao grupo das Arvores de Decisbes, e o Support vector machine.

A seguir é apresentada uma breve descri¢cdo dessas técnicas.

2.4.1 Grupo das Arvores de decisdo

Esse grupo engloba métodos usualmente simples e de facil interpretacéo,
podendo ser aplicados tanto para tarefas preditivas, quanto descritivas. Arvores de
decisdo sao estruturas bastante utilizadas em mineracdo de dados, sendo
chamadas de arvores de classificacdo quando a variavel dependente é categorica, e
arvores de regressdo quando a mesma é continua (SPINDEL, 2008). As arvores de
decisdo captam relacdes néo lineares do sistema estudado, quando o uso de
abordagens lineares como a regressao fica restrito (JAMES et al., 2013). Para tanto,
€ utilizada o método de particionamento recursivo, que consiste na divisdo do
conjunto de dados em sub-grupos ou regides, que sdo tratados por modelos
especificos (SPINDEL, 2008). A representacao grafica é efetuada por nés e ramos,
como uma arvore, porém em sentido inverso (WITTEN et. al., 2011), conforme a
Figura 2. Seu ciclo de construcdo comeg¢a com um unico né de deciséo, situado mais
acima na arvore, chamado de n6 raiz. Nos n@s internos, ou nés de intermediarios,
sdo realizados testes sobre os valores das variaveis independentes, gerando ramos,
sendo que cada ramo representa uma saida do teste, particionando os sub-grupos
(nés intermediarios) em mais sub-grupos. Essa ramificacdo é executada enquanto a
divisdo de nds gere um ganho considerado suficiente. Assim, o dado entrante é
submetido a sucessivas avaliagdes e ao fim, um ou mais modelos localizados nos
nos terminais, ou folhas, sdo combinados para gerar um resultado final (SPINDEL,
2008; TACONELI, 2008).
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Figura 2 — llustracéo de uma arvore de decisédo
(Adaptado de TACONELI, 2008)

Em &rvores de regressdo e classificacdo, deve-se buscar uma arvore de
tamanho (numero de nds finais) reduzido, com baixa heterogeneidade em seus nos
finais, evitando-se assim uma alta complexidade da arvore, o que poderia
comprometer sua capacidade preditiva (TACONELI, 2008). Um dos meios para se
reduzir o nimero excessivo de nés € um procedimento denominado de poda, que
deve ser aplicado apdés a construcdo da arvore (JAMES et al.,, 2013). Esse
procedimento consiste em desfazer, uma a uma, aquelas particbes que menos
contribuem para a explicacdo da variavel resposta (TACONELI, 2008). Apesar de
apresentarem grandes vantagens, como a facilidade de explicagdo bem como sua
representacdo grafica de simples interpretagdo, mesmo por ndo especialistas, as
arvores de regresséo e classificacdo ndo sdo competitivas com outras técnicas,
como, por exemplo, aprendizado de magquina. O poder preditivo das arvores de
decisdo pode ser melhorado consideravelmente com as técnicas do Random Forest
e do Boosting, nas quais sdo geradas grandes quantidades de arvores mudltiplas,
que em seguida sdo recombinadas para se obter uma predicdo de consenso

(JAMES et al., 2013). Ambas as técnicas séo descritas a seguir:

a) Random Forest
Essa técnica, desenvolvida por Breiman (2001), utiliza uma variacdo do

Bagging, ou Bootstrap Aggregation, que consiste em um método de combinacao de
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varias arvores de deciséo criadas com base em amostras aleatérias do conjunto de
dados de treinamento.

Considerando-se o conjunto de treino, Z = {(x1,y1), (x2,¥2), .., Xy, ¥n)}, @
ideia do Bagging é criar um conjunto de B amostras bootstrap da amostra original
(HAN et al., 2011). A amostragem bootstrap é do tipo com reposicdo, ou seja, cada
novo conjunto podera conter alguns registros incluidos mais de uma vez e outros
ndo inclusos nenhuma vez. Para cada amostra bootstrap Z”,b=1,2,...,B, uma
arvore de decisdo é construida, sem que a mesma seja podada. Seja g°(x) a fungéo
de predicdo obtida segundo a b-ésima arvore. A funcdo de predicdo dada pelo
Bagging € (HASTIE, 2009):

Irg(®) = ¥E_, 8 ()
no caso de regressao, e, para classificagéo:
gbg(X) = modayg® ().

Cada éarvore de decisdo apresenta alta variancia e baixo viés. O propoésito
desta técnica € que, combinando varias funcdes de predicdo, obtenha-se um
estimador com variancia menor. O Bagging geralmente apresenta uma maior
acuracia para predicdo quando comparado com os resultados obtidos por meio de
uma unica arvore de decisdo. Entretanto, o modelo resultante pode ser de dificil
interpretacdo e, desta forma, o Bagging melhora a acuracia da predicdo ao custo da
interpretabilidade.

O Random Forest admite a mesma abordagem do Bagging. Para cada
amostra bootstrap Z?,b = 1,2, ..., B, uma arvore de decisdo é construida, no entanto,
cada vez que uma particdo da arvore é realizada, uma amostra aleatéria de m < p
covariaveis é sorteada para selecionar a covariavel, dentre os m possiveis
candidatos, que sera responsavel por particionar os noés da arvore (HASTIE, 2009).
O valor de m pode ser obtido por meio de validagdo cruzada. Normalmente, utiliza-
se m = ,/p, isto é, 0 numero de covariaveis consideradas em cada particdo é
aproximadamente igual a raiz quadrada do numero total de covariaveis.

Seja gP(x) a funcéo de predicéo obtida segundo a b-ésima arvore utilizando-
se uma amostra aleatoria de m < p covariaveis, a funcdo de predicdo dada pelo
Random Forest € (HASTIE, 2009):

grr(®) = = ¥b_; 8°(X)
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A restricdo de se utilizar no maximo m < p covariaveis tem por objetivo
diminuir a correlagdo entre os diferentes gPs, caso todas as variaveis fossem

utilizadas (como é feito no Bagging). Caso contrario, 0s gb's seriam muito proximos
uns dos outros, de modo que apresentariam alta covariancia e, portanto, a variancia
do estimador combinado n&o seria tdo menor. Desta forma, aumenta-se o viés em
troca de uma diminuicdo da variancia. Assim como no Bagging, a técnica de
Random Forest constroi uma arvore para cada amostra bootstrap gerada. Com isso,
o Random Forest pode ser visto como um conjunto de varias arvores de decisao,
formando assim uma “floresta”. De acordo com Caruana et al. (2008), a técnica de
Random Forest é mais precisa que outras abordagens, como redes neurais artificiais
e maquinas de vetores. Além disso, esta técnica € capaz de evitar sobre ajuste
(overfitting) e é pouco sensivel a ruidos (BREIMAN, 2001).

b) Boosting

O Boosting é baseado no conceito de obtencéo de algoritmos de classificacao
fortes (strong learner) por meio da transformacao de algoritmos ruins (weak learner)
que, de acordo com Shapire (1990), podem ser descritos como tendo desempenho
um pouco acima que o acaso. Como o Random Forest, aqui também ocorre a
atribuicdo de pesos as arvores individuais, ou classificadores, para se gerar um
consenso a partir da recombinacdo das mesmas (JAMES et al., 2013). Porém, no
Boosting, 0 peso de um classificador ser4 maior, quanto pior for o desempenho de
seu antecessor, previamente determinado ao longo do processo de treinamento. O
método dessa abordagem funciona aplicando-se sequencialmente 0(S)
classificador(es) a versdes reponderadas do conjunto de treinamento, dando maior
peso aos registros classificados erroneamente no passo anterior, € menos peso aos
classificados corretamente (HAN, 2011). Dessa forma, o Boosting gera uma
sequéncia de arvores que usam a informagdo contida no treinamento de suas
antecessoras, e com isso “aprendem” com o erro (ou pior desempenho) de suas
antecessoras (JAMES et al., 2013).

Inicialmente, o método de Boosting foi desenvolvido para solucionar
problemas envolvendo a classificagdo de dados. Desta forma, a definicdo do
meétodo, descrita nos proximos paragrafos, sera fundamentada em termos da tarefa

de classificacao.
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O algoritmo mais popular de Boosting foi desenvolvido por Freund e Schapire
(1997) e denominado por “Ada.Boost.M1”. Considerando-se o problema em que a
variavel aleatoria de resposta Y é dicotdbmica, assumindo apenas os valores —1 e 1,
sendo X um vetor contendo as varidveis explicativas, o conjunto de treino, Z =
{(x1,¥1), (x2,¥2), .., (xn, ¥n)}, € g(x) uma funcdo responsavel por predizer um de dois
valores possiveis {—1,1} (HASTIE, 2009), o erro do conjunto de treino sera dado por:

res =~¥N, 1(y; # g(x),
em que I[] é a funcao preditora.

A ideia do algoritmo Ada.Boost.M1 é construir uma funcéo de predicdo g(x)
incrementalmente. Este algoritmo pode ser definido pelos seguintes passos
(HASTIE, 2009):

1) Inicializar o peso das observa¢des w; = 1/N,i =1,2,..,N;

2) Param=1,.., M:

a. Ajustar uma arvore com d folhas para o conjunto de treinamento. Seja

g (x) sua respectiva fungao de predicéo utilizando o peso w;;

b. Calcular:
2wl (v # gn(x)
res, = N ;
i=1 Wi
c. Calcular:
| (1 - resm>
= 1lo ;
%m g resy,

d. Fixar w; « wi.exp{an. I(y; # gm(x))},i =1,..,N.

3) Saida (onde sing é o sinal):

M
Ipoost = Sing [Z amgm(x)]-
m=1

Como se pode observar no algoritmo Ada.Boost.M1, inicialmente todos os
pesos sdo fixados como w; = 1/N. O primeiro passo consiste simplesmente em
calcular a funcdo de predicdo da maneira usual, no entanto, nas sucessivas
iteracdes, m = 2,...,M, o peso das observagfes é individualmente modificado e a
funcao de predicao g(x) é reaplicada para estas novas observagdes. No passo m, as
observacdes que foram classificadas erroneamente pela funcéo g,,_;(x) induzem ao
aumento dos pesos, enquanto que os pesos diminuem para aquelas observagdes

gue foram corretamente classificadas (HASTIE, 2009).
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Muitas variagbes do AdaBoost podem ser encontradas na literatura, no
entanto, a mais popular € a Ada.Boost.M1 desenvolvida por Freund e Schapire
(1997). Apesar do algoritmo de Boosting ter sido desenvolvido inicialmente para a
solucdo de tarefas de classificacdo, muitas variagdes de seu algoritmo foram
desenvolvidas. Freund e Schapire (1997) criaram o AdaBoost.M2, para casos
envolvendo mais de duas classes, e o0 AdaBoost.R, para problemas de regresséao.

Assim como no Random Forest, essa técnica gera uma lista das variaveis
mais importantes no desenvolvimento do conjunto de classificadores, que séo
obtidas pela importancia acumulada da variavel nas divisdes de nés de cada arvore
construida (JAMES et al., 2013).

2.4.2 Support Vector Machine (SVM)

A abordagem SVM representa um procedimento de aprendizado nao-
paramétrico para classificacdo e regressao de alto desempenho (LIMA, 2004). Esse
grupo engloba funcdes ou classificadores que implementam modificacbes espaciais
nos dados, levando-os a um plano onde a classificacdo se torna mais facil (Di
GIROLAMO NETO, 2013). Suponha que seja necessario escolher, em um plano
bidimensional, um classificador que separe os circulos dos triangulos na ilustracéo
abaixo. Na Figura 3a tem-se um classificador com um erro consideravel, em funcao
de sua baixa capacidade em distinguir pontos proximos pertencentes a classes
diferentes. Sua taxa de acerto é bem inferior a funcado da Figura 3c, que classifica
corretamente a maioria dos exemplos do conjunto de treinamento, mas que pode ser
muito especifica a um determinado conjunto de dados, podendo causar assim uma
situacao de overfitting, que é quando o modelo se ajusta muito bem ao conjunto em
que foi treinado, porém, quando confrontado com novos dados, fica muito suscetivel
a erros. Por outro lado, a funcdo do classificador em (a) € muito mais simples que
em (c). Um classificador mais complexo que (a) e ndo tdo sobre-ajustado quanto (c)
seria o classificador (b). Ele tem uma complexidade intermediaria e classifica bem

grande parte dos exemplos.
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Figura 3 — Exemplo de conjunto de dados de treinamento pertencente a duas
classes classificado segundo trés diferentes hipoteses (LORENA;
CARVALHO, 2003)

As SVM foram desenvolvidas com base na Teoria do Aprendizado Estatistico,
gue estabelece condicbes matematicas que auxiliam na escolha de um classificador
especifico, a partir de um conjunto de dados de treinamento, que tenha bom
desempenho tanto para o0s conjuntos de treinamento quanto os de teste.
Originalmente, as SVM foram desenvolvidas para a solucdo de problemas que
envolviam a classificagdo de dados em duas categorias, tanto para conjuntos
linearmente separaveis, quanto para os casos nao lineares, mas foram expandidas
também para aplicacdes que envolviam mais que duas classes, por meio de técnicas
especificas para gerar classificadores multiclasses a partir de preditores binarios
(LORENA; CARVALHO, 2003).

Para se encontrar um hiperplano separador que possa ser considerado 6timo,
entre os diferentes hiperplanos capazes de classificar um conjunto de dados, é
importante que o mesmo tenha ndo somente a habilidade de discriminacdo dos
dados, como também tenha sua margem maximizada (MUCHERINO et al., 2009). A
margem de um classificador pode ser definida como a menor distancia entre as
observagbes de um conjunto de treinamento e o hiperplano utilizado na
categorizagao desses dados (LORENA; CARVALHO, 2003). Na Figura 4, a margem
aparece como a distancia entre as linhas continuas e o hiperplano separador (linha
pontilhada). Quanto maior a margem do classificador, maior sera sua capacidade de
generalizacdo, ou seja, de classificar corretamente também as observacdes do
conjunto de teste (MUCHERINO et al., 2009). Apesar de o conceito de hiperplanos

de separacdo com margem maxima ser uma abordagem muitas vezes bem sucedida
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no espaco bidimensional, ela pode levar ao overfitting se o numero de dimensdes for
alto (JAMES et al., 2013).

Support Vectors

Largura da
Margem

X,

Figura 4 — Exemplo de observacdes separadas por hiperplano com respectivas
margens (SAYAD, 2010)

Em casos de classificacéo linear, a separacdo dos dados ocorre por meio de
hiperplanos definidos com base no conjunto de dados de treinamento (MUCHERINO
et al., 2009). Considerando-se o problema com foco na utilizacdo de uma SVM para
a classificacdo de duas classes y; = +1,—1, se 0 conjunto de treinamento é
linearmente separavel, entdo existe um par (w, b), tal que:

(W.X; + b) = 1,VX;, paray; = 1,
(W.X; + b) < —1,V¥;, paray; = —1,
cujas inequacgdes podem ser combinadas para se obter a seguinte fungao objetivo:
yi(W.X; + b) = 1,VX%;.

A aprendizagem das SVM consiste em se encontrar w e b que satisfacam o

seguinte problema de optimizacdo (HASTIE, 2009; SAYAD, 2010):

min—||W]| .
2
Como a solucdo que minimiza a funcdo objetivo consiste em um problema

convexo, entdo existe um valor minimo global. A Figura 5 representa o problema de

optimizacdo de uma SVM para classificacao linear.
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w-x+b=0

Figura 5 — Exemplo do problema de optimizacdo de uma SVM para a classificacao
linear (SAYAD, 2010)

Assim, a analise de SVM ideal é aquela capaz de produzir um hiperplano que
separe perfeitamente os vetores (observacdes) em duas classes ndo sobrepostas.
No entanto, uma separacdo perfeita ndo é sempre possivel ou pode-se obter
modelos que ndo classifiquem corretamente um grande numero de observacoes.
Nestas situacdes, as SVM procuram encontrar um hiperplano que maximize as
margens a0 mesmo passo que minimizem os erros de classificacao.

No caso em que o conjunto de dados ndo é linearmente separavel, a
utilizagdo de uma SVM para a classificacdo de duas classes y; = +1,—1 é possivel
por meio da adicdo de uma variavel de penalizagdo &. A Figura 6 representa um
exemplo da aplicacdo de uma SVM no caso em que os dados nao sao linearmente

separaveis.
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w Xx+b=0

Figura 6 — Exemplo do problema de optimizacdo de uma SVM para 0 caso em que 0

conjunto de dados néo € linearmente separavel (SAYAD, 2010)

No caso em que os dados ndo sao linearmente separaveis, a variavel ¢; sera
responsavel por penalizar as observa¢gbes que venham a ficar fora das margens.
Neste caso, a funcao objetivo pode ser definida como:

yiw.X;+b) =1—-§,VX; e & =0,
sendo que neste caso a aprendizagem das SVM consiste em solucionar o seguinte
problema de optimizacédo (HASTIE, 2009; SAYAD, 2010):
min%“WHz +c);é,
em que ¢ € um tuning parameter, sendo que quanto maior este parametro, maiores
as chances das observacoes cairem do lado “errado” das margens.

Para tarefas de classificacdo néo linear, pode-se usar o artificio de elevacao
dos dados de treinamento para um espaco hiperdimensional, em que eles se tornam
linearmente separaveis, por meio de um hiperplano de margem maximizada. Esse
processo de generalizacdo de SVMs para tarefas ndo lineares € possivel gracas a
utilizacao de funcbes Kernel, que permitem o acesso a espacgos complexos de forma
simplificada. A elevagao para um espaco hiperdimensional ocorre por meio de um
produto interno chamado de kernel, que pode ser do tipo linear ou nao linear
(Polinomiais), os RBF (Radial-Basis Function) e os Sigméides (LORENA,
CARVALHO, 2003). Os resultados da aplicacdo dessa técnica sdo comparaveis e

muitas vezes superiores aos obtidos por outros algoritmos de aprendizado, como as
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redes neurais artificiais (HAYKIN, 2009; BRAGA et al.,, 2007). De forma geral, o
desempenho da abordagem SVM depende da sele¢cdo dos parametros adequados
dentro da funcdo Kernel do classificador. A escolha de parametros inadequados
pode resultar em decréscimo na acuracia do modelo. Atualmente, ndo ha um método
universal para a escolha de parametros das funcdes Kernel (BONESSO, 2013).
Apesar das SVM terem sido desenvolvidas, originalmente, para a solucéo de
problemas envolvendo a classificacdo binaria, outros tipos de SVM foram
posteriormente formulados, como SVM para Regressdo ou Clusterizacdo. Apesar
disso, tais modelos de SVM mantiveram todas as principais caracteristicas que

caracterizam o algoritmo, sendo a maximizagao das margens a principal delas.

2.5 O uso de Mineracado de Dados na agricultura

De acordo com Chinchuluun et al. (2010), o uso de técnicas de mineragéo de
dados € algo recente nas areas de agricola e ambiental. Porém, conforme os
autores, ambas as areas podem se beneficiar dessas técnicas.

Na agricultura, uma das aplicacdes encontra-se na area de solos. De acordo
com Kumar e Kannathasan (2011), técnicas de mineracdo de dados podem ser
desenvolvidas especificamente para resolver problemas complexos relacionados a
classificacdo de solos, propiciando assim um melhor entendimento dos mesmos,
com a possibilidade de reducdo da dependéncia de fertilizantes e o incremento de
produtividade. Vibah et al. (2007) desenvolveram um modelo de classificagdo de
solos por meio do uso da técnica de Random Forest, obtendo melhor acuracia de
classificacdo se comparado ao algoritmo NBC (Naive Bayes Classifier),
mundialmente utilizado. Outra area promissora é a de sistemas de alertas de
doencas. Meira (2008) desenvolveu um sistema de alerta de ferrugem do cafeeiro, e
concluiu que os modelos mais bem avaliados mostraram potencial para utilizacado na
tomada de decisdo referente a adog¢do de medidas de controle a referida doenca.

Em cana de acUcar, destacam-se alguns trabalhos como o de Picoli (2007),
gue desenvolveu um modelo para estimar a produtividade de cana na regido de
Catanduva, SP, baseado em agregados de Redes Neurais Artificiais (RNA). As
varidveis utilizadas no modelo foram: variedade plantada, tipo de solo, aplicacéo de
vinhaca, ano safra, produtividade de cana de aguUcar estimada pelos técnicos da

Usina, produtividade real do ano safra anterior e o NDVI de uma imagem Landsat-
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TM adquirida antes do inicio do periodo de colheita. Além disso, foram utilizadas
produtividades estimadas a partir de um modelo agrondmico-espectral, que por sua
vez usa variaveis meteoroldgicas e agronémicas, como temperatura do ar, radiacédo
solar e indice de area foliar (IAF). Nesse trabalho, a autora conclui que os modelos
propostos apresentaram resultados satisfatérios, permitindo assim sua utilizacdo no
aprimoramento da estimacao da produtividade agricola da cana de agucar.

Ferraro et al. (2009) avaliaram bancos de dados de produtividade na regiao
norte da Argentina, do periodo de 1999 a 2005. Usando a técnica denominada de
“arvore de classificacdo e regressao” (CART), os autores classificaram diversas
variaveis, tanto do ambiente quanto de manejo, de acordo com sua importancia
hierarquica na variabilidade das produtividades (TCH), e concluiram que, entre os
fatores analisados, a localidade, representada pelo agrupamento em uma das seis
fazendas analisadas, foi 0 que teve maior influéncia nas produtividades, seguido do
namero de cortes e da variedade. Nesse caso, as condi¢des climéaticas nao foram
avaliadas de forma especifica, estando representadas pelas localidades. Nonato
(2010) desenvolveu modelos preditivos para identificar areas cultivadas com cana de
acucar em imagens do satélite LANDSAT 5 no estado de SP, por meio de técnicas
de arvores de decisdo. Em seu trabalho, o autor conclui que as técnicas de
mineracdo de dados voltadas para a classificacdo se mostraram como alternativas
de grande potencial na resolucdo de problemas de identificacdo e classificacdo de
regides cultivadas com cana de acucar em imagens de satélite, tanto pela melhoria
na acurécia da classificagdo, como pela reducdo da necessidade de informacfes
para a resolucdo deste tipo problema. Barros (2013) desenvolveu um sistema de
recomendacao web, baseado em regras de associacdo para recomendagdes de
contetdos para a cultura da cana de acgucar, com base em dados extraidos do
banco de informacgdes da Agéncia de Informacédo da Embrapa. Com esse trabalho,
foi possivel diminuir a taxa de rejeicdo dos usuarios do site da Agéncia de
Informacdo Embrapa — Arvore Cana de aglcar, 0s quais passaram a encontrar
informacgdes relevantes associadas as suas visitas ao site, aumentando assim seu

tempo de permanéncia e intensificando o uso e visualizagdo dos conteudos no site.
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3 MATERIAL E METODOS

A descricdo dos procedimentos utilizados no presente estudo foi realizada
considerando-se as etapas que constituem o processo CRISP DM. Conforme ja
mencionado na reviséo de literatura, essa metodologia encontra ampla aceitagédo em
projetos de mineragao de dados (CAMILO; SILVA, 2009).

3.1 Entendimento dos dados empregados

Foram usados dados de produtividade da cana de acgucar (TCH — toneladas
de colmo por hectare) das safras 2012/2013, 2013/14 e 2014/2015, das seguintes
regides produtoras no estado de Sdo Paulo: Campinas, Bauru, Aragatuba, Ourinhos
e Ribeirdo Preto (Tabela 1). Essas informagdes séo oriundas dos bancos de usinas
de acucar e &lcool situadas nas regibes mencionadas, disponiveis em nivel de

talhao.

Tabela 1 — Relacdo das regifes produtoras de cana de aguUcar analisadas neste
estudo, com suas respectivas coordenadas geograficas e altitudes
médias e numero de usinas das quais foram obtidos os dados para

analise
Regi&o Latitude Longitude Altitude Nu_mero de
(graus e (graus e (m) Usinas por
décimos) décimos) regiao
Aragatuba -20,87 -50,48 439 5
Bauru -22,31 -49,06 560 3
Campinas -22,90 -47,07 678 4
Ourinhos -22,98 -49,87 488 1
Ribeirdo Preto -21,17 -47,80 568 5

Da mesma forma empregada para os dados de produtividade, também foram
levantados junto aos bancos de dados das usinas as seguintes informacdes

referentes ao manejo da cultura da cana de agucar ao nivel de talh&o:
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a) Variedades utilizadas;

b) Ambientes de producgéo: relativo ao tipo de solos;

C) Aplicacéo de insumos: calcario, gesso, fosfato, vinhaca, inseticida;

d) Numero de cortes do canavial;

e) Idade do canavial no corte: nUmero de meses entre brotacao e colheita;
f) Espacamento de plantio — diferentes tipos de espacamento da cultura.

Por fim, foram também utilizados dados meteoroldgicos, tanto na modelagem
por meio de mineragdo de dados, como para o0 emprego do modelo
agrometeoroldgico de estimacdo da produtividade da FAO (PEREIRA et al., 2002;
MONTEIRO; SENTELHAS, 2014; MONTEIRO, 2015). Os dados meteorolégicos
utilizados foram: temperatura média do ar; precipitacdo; velocidade do vento; e
radiacao solar, obtidos a partir de estacdes meteoroldgicas automaticas situadas nas
regides produtoras em andlise (Tabela 1), o que engloba tanto as esta¢cfes proprias
das usinas quanto aquelas da rede do Instituto Nacional de Meteorologia (INMET).
Todas as estacdes seguem o0s padrdes estabelecidos pela OMM (Organizacao
Meteorolégica Mundial). Ja os dados pluviométricos sdo oriundos dos registros dos
pluvibmetros convencionais das unidades produtoras, totalizando 150 pluvidmetros.
Os dados de todas as variaveis meteoroldgicas foram obtidos a partir de 2011. Com
isso, garantiu-se que fossem considerados os ciclos completos de todas as canas
dos bancos de dados das usinas empregados na modelagem. Como exemplo,
podem-se citar as canas de 18 meses colhidas na safra 2013/2014, cujos plantios
datam do ultimo trimestre de 2011.

3.2 Preparacao dos dados

Todos os tipos de dados que fizeram parte da modelagem, ou seja, dados de
TCH, de manejo agricola e meteoroldgicos, sao oriundos de diferentes tabelas, e
passaram a constituir um Unico banco de dados, cujo sistema gerenciador utilizado
para armazenamento e consulta foi 0 MS Access. Todos 0s processos de busca de
dados entre as diferentes tabelas, os quais serdo descritos posteriormente, foram
programados por meio das linguagens SQL e Visual Basic.

Os dados de produtividade da cana de agucar, em toneladas de cana por

hectare (TCH), e manejo agricola, conforme mencionado anteriormente, estavam
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originalmente disponiveis em nivel de talhdo. Porém, para se contornar erros
decorrentes de produtividades néo representativas daqueles talhdes, foi executado
um agrupamento dessas produtividades em blocos de manejo. Esse problema
ocorre porque, em muitos casos, ha uma mistura da cana colhida nos talhfes, uma
vez que é logisticamente vidvel que a colhedora permaneca em sua linha de
colheita, atravessando assim mais talhfes, ao invés de colher um talhdo apds o
outro, 0 que acarreta mais manobras. Essa mistura de canas de varios talhdes na
mesma carga da colhedora acaba sendo distribuida de forma aleatéria aos talhdes
durante a insercdo dos dados de produtividade no sistema, ocasionando uma
distorcdo da produtividade real do talhdo em andlise. Esse problema é contornado
no presente trabalho com o agrupamento dos talhdes em blocos de manejo, que
podem ser definidos como agrupamentos de talh6es com as mesmas
caracteristicas, como variedade plantada e nimero de cortes do canavial. Sdo os
blocos de manejo que fornecerdo as produtividades a serem analisadas pela
mineracdo de dados, bem como comparadas com as produtividades geradas pelo
modelo agrometeorolégico FAO. Além disso, os dados de TCH, ja agrupados em
blocos de manejo, passaram por um processo de organizagdo e consisténcia, de
modo que aqueles valores discrepantes, muito acima ou abaixo das produtividades
esperadas, foram descartados da analise, como tratamento de outliers. Foram
utilizados os valores de 20 t ha™ e de 160 t ha™ como os limiares minimo e méximo,
respectivamente, para tal consisténcia dos bancos de dados. A Figura 6 apresenta a
distribuicdo dos dados de produtividade ao nivel de blocos de manejo. Quando se
considera todas as variaveis que entraram na modelagem, bem como o numero total
de blocos de manejo analisados (13.274), tem-se um banco de grande dimenséo,
com 1,46 milhdes de dados, justificando assim a utilizacdo de técnicas de mineragéo

de dados para a analise e geracao de conhecimento a partir desses.
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Distribuicdo da Produtividade
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Figura 6 - Distribuicdo de frequéncia das produtividades de cana de acucar

observadas no banco de dados empregado no presente estudo

Na Figura 7 pode-se observar o diagrama que descreve 0s relacionamentos
entre as tabelas com seus respectivos campos, que S80 necessarios para 0O
armazenamento das variaveis de entrada para a modelagem por meio de mineragao
de dados, bem como as variaveis de entrada e saida do modelo agrometeorol6gico
da FAO. O bloco de manejo, sendo a menor unidade de area considerada na
modelagem, contém vérias informacfes cadastrais relativas a produtividade, ao
manejo e a qualidade da cana. Assim como essas informacdes, todos os dados
referentes as variaveis meteorologicas, que irdo compor a base da modelagem,

também sédo disponibilizados ao nivel de bloco.
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Figura 7 - Diagrama de entidade e relacionamento de todas as variaveis que

banco de dados empregado na modelagem da

compdéem o

produtividade da cana de aguUcar por meio da técnica de mineracdo de

dados e do modelo FAO
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Com relacdo a determinagéo das chuvas de cada bloco de manejo, utilizou-se
a técnica do Diagrama de Voronoi, a qual relaciona os dados de um pluvibmetro com
o bloco em analise mais préximo, conforme a Figura 8. O principio do Diagrama de
Voronoi admite que em um plano existem pontos que estdo mais proximos de uma
fonte geradora do que de outra, sendo possivel se determinar as menores distancias
possiveis (MOURA, 2003). Por meio dessa técnica, foi, entdo, possivel calcular a
menor distancia relativa entre o centro geografico do bloco e os pluvibmetros da
regido, relacionando assim cada bloco ao pluvidbmetro mais préximo. Para todos os
demais dados meteoroldgicos, como temperatura e umidade relativa do ar, radiacéo
solar global e velocidade do vento, o relacionamento da estacdo meteoroldgica com
0s blocos de manejo se deu por meio da definicdo das unidades produtoras nas

guais as estacdes meteoroldgicas estao instaladas.

3.2.1 Estimacdo da produtividade com base em modelo agrometeorologico
para comparacdo de seu desempenho em relacdo aos modelos de

mineracdo de dados

Para a estimacédo da produtividade potencial da cultura da cana de agucar, ao
longo dos ciclos avaliados, foi utilizado o modelo da Zona Agroecolégica da FAO
(DOORENBOS; KASSAM, 1994), o qual considera as seguintes variaveis
meteorolégicas como dados de entrada: temperatura média (T); fotoperiodo (N); e
insolagdo (n). O modelo foi programado em planilhas eletrbnicas no ambiente
EXCEL® na escala decendial, de acordo com a seguinte equacao:

m
PP = Z(PPBpi X Cijaf X Cresp X Ccolh X Cum)
i=1

em que: PP é a produtividade potencial final da cultura, em kg ha™; i representa os
decéndios do ciclo; PPBp € a produtividade potencial bruta padrdo de matéria seca
para uma cultura hipotética com IAF = 5, em kg MS ha™* dia™; cix € 0 coeficiente para
correcdo do indice de area foliar; cresp € 0 coeficiente de corre¢éo para respiragéo de
manutencdo da cultura, fungdo da temperatura do ar; ccon € 0 coeficiente relativo a
parte colhida ou indice de colheita (no caso, colmos); cuyn € 0 coeficiente que

considera a umidade da parte colhida.
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Com o intuito de se diferenciar os ciclos assumidos no estudo, principalmente
em relacéo aos ciclos de cana planta e soca, foi feita uma distingdo com relagcéo ao
indice de éarea foliar (IAF), de acordo com a duracdo das fases fenoldgicas da
cultura, conforme apresentado em Monteiro e Sentelhas (2013). Os indices de area
foliar (IAF) sao apresentados na Tabela 2.
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Figura 8 - Fluxo de associacdo dos pluvibmetros mais proximos de cada um dos

blocos considerados, de acordo com a técnica de Voronoi (MOURA,
2003)
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Tabela 2 — indice de area foliar (IAF) adotado para cada um dos decéndios do ciclo

da cultura da cana de agucar, considerando-se os diferentes tipos de

cana (planta ou soca) e ciclos (12, 15 e 18 meses)

Planta SOCA
Decendio 18 15 12 12

Fase IAF Fase IAF Fase IAF Fase IAF
1 25 % de cobertura 2,50(25 % de cobertura 2,00(25 % de cobertura 2,00(25 % de cobertura 2,00
2 25 % de cobertura 2,50(25 % de cobertura 2,00|25 % de cobertura 2,00(25 % de cobertura 2,00
3 25 % de cobertura 2,50(25 % de cobertura 2,00|25 % de cobertura 2,00(25 % de cobertura 2,00
4 25 % de cobertura 2,50(25-50% de cobertura |[2,50|25-50% de cobertura |2,50|25-50% de cobertura |2,50
5 25-50% de cobertura |3,00(25-50% de cobertura |2,50|25-50% de cobertura |2,50{25-50% de cobertura (2,50
6 25-50% de cobertura |3,00(25-50% de cobertura |2,50|25-50% de cobertura |2,50{25-50% de cobertura (2,50
7 25-50% de cobertura |3,00{50-75 % de cobertura |3,50|50-75 % de cobertura |3,00/50-75 % de cobertura |3,00
8 25-50% de cobertura |3,00{50-75 % de cobertura |3,50|50-75 % de cobertura |3,00{50-75 % de cobertura (3,00
9 50-75 % de cobertura |4,50|75-100 % de cobertura|4,00|75-100 % de cobertura|3,50(75-100 % de cobertura|3,50
10 50-75 % de cobertura |[4,50(75-100 % de cobertura|4,00|75-100 % de cobertura|3,50|75-100 % de cobertura|3,50
11 50-75 % de cobertura |4,50({75-100 % de cobertura|4,00|75-100 % de cobertura|3,50{75-100 % de cobertura|3,50
12 75-100 % de cobertura |5,00|75-100 % de cobertura|4,00|75-100 % de cobertura|3,50(75-100 % de cobertura|3,50
13 75-100 % de cobertura |5,00/100 % de cobertura 5,00|75-100 % de cobertura|3,50|75-100 % de cobertura|3,50
14 75-100 % de cobertura |5,00{100 % de cobertura 5,00/100 % de cobertura 4,501100 % de cobertura 4,00
15 75-100 % de cobertura [5,00{100 % de cobertura 5,00{100 % de cobertura 4,50(100 % de cobertura 4,00
16 75-100 % de cobertura |5,00/100 % de cobertura 5,00|100 % de cobertura 4,50(100 % de cobertura 4,00
17 100 % de cobertura 6,00(100 % de cobertura 5,00/100 % de cobertura 4,501100 % de cobertura 4,00
18 100 % de cobertura 6,00(100 % de cobertura 5,00{100 % de cobertura 4,50(100 % de cobertura 4,00
19 100 % de cobertura 6,00/100 % de cobertura 5,00|100 % de cobertura 4,50/100 % de cobertura 4,00
20 100 % de cobertura 6,00(100 % de cobertura 5,00/100 % de cobertura 4,501100 % de cobertura 4,00
21 100 % de cobertura 6,00(100 % de cobertura 5,00{100 % de cobertura 4,50(100 % de cobertura 4,00
22 100 % de cobertura 6,00/100 % de cobertura 5,00|100 % de cobertura 4,50/100 % de cobertura 4,00
23 100 % de cobertura 6,00(100 % de cobertura 5,00/100 % de cobertura 4,501100 % de cobertura 4,00
24 100 % de cobertura 6,00(100 % de cobertura 5,00{100 % de cobertura 4,50(100 % de cobertura 4,00
25 100 % de cobertura 6,00/100 % de cobertura 5,00|100 % de cobertura 4,50/100 % de cobertura 4,00
26 100 % de cobertura 6,00(100 % de cobertura 5,00/100 % de cobertura 4,501100 % de cobertura 4,00
27 100 % de cobertura 6,00(100 % de cobertura 5,00{100 % de cobertura 4,50(100 % de cobertura 4,00
28 100 % de cobertura 6,00(100 % de cobertura 5,00/100 % de cobertura 4,501100 % de cobertura 4,00
29 100 % de cobertura 6,00(100 % de cobertura 5,00/100 % de cobertura 4,501100 % de cobertura 4,00
30 100 % de cobertura 6,00(100 % de cobertura 5,00{100 % de cobertura 4,50(100 % de cobertura 4,00
31 100 % de cobertura 6,00(100 % de cobertura 5,00|Senesescéncia 4,00|Senesescéncia 3,50
32 100 % de cobertura 6,00/100 % de cobertura 5,00|Senesescéncia 4,00|Senesescéncia 3,50
33 100 % de cobertura 6,00(100 % de cobertura 5,00(Senesescéncia 4,00|Senesescéncia 3,50
34 100 % de cobertura 6,00(100 % de cobertura 5,00 (Maturagdo 3,50 Maturagdo 3,00
35 100 % de cobertura 6,00/100 % de cobertura 5,00Maturagdo 3,50(Maturagdo 3,00
36 100 % de cobertura 6,00(100 % de cobertura 5,00|Maturagao 3,50(Maturagdo 3,00
37 100 % de cobertura 6,00(100 % de cobertura 5,00
38 100 % de cobertura 6,00/100 % de cobertura 5,00
39 100 % de cobertura 6,00(Senesescéncia 4,00
40 100 % de cobertura 6,00(Senesescéncia 4,00
41 100 % de cobertura 6,00|Senesescéncia 4,00
42 100 % de cobertura 6,00|Senesescéncia 4,00
43 100 % de cobertura 6,00|Maturagdo 3,50
44 100 % de cobertura 6,00 Maturagdo 3,50
45 100 % de cobertura 6,00 Maturagdo 3,50
46 100 % de cobertura 6,00
47 Senesescéncia 5,00
48 Senesescéncia 5,00
49 Senesescéncia 5,00
50 Senesescéncia 5,00
51 Senesescéncia 5,00
52 Maturagdo 4,50
53 Maturagdo 4,50
54 Maturagao 4,50
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A PPBp foi calculada por meio do somatério da produtividade potencial bruta
em condicbes de céu claro (PPBc) e de céu nublado (PPBn) a cada decéndio do
ciclo da cultura. PPBc e PPBn (kg MS ha dia™?) foram estimados a partir das

seguintes equacdes:

PPBc = (107,2 + 8,604 x Q,) X n/N x cTc
PPBn = (31,7 + 5,234 xQ,) x (1 — /) xcTn

em que: n é a insolacdo, em h dia™; N é o fotoperiodo diario, em h dia™; Qo é a
irradiancia solar extraterrestre, em MJ m?dia™*; cTc e cTn representam os fatores de
correcdo para a temperatura e metabolismo de espécie C4 nos dias de céu limpo e

céu nublado, respectivamente, como apresentado em Pereira et al. (2002):

Se T > 16,5°C:
cTc = —4,16 + 0,4325x T — 0,00725 x T?
cTn = —1,064 + 0,173 x T — 0,0029 x T?
Se T < 16,5°C:
cTc = —9,32 + 0,865 x T — 0,0145 x T?
cTn = —4,16 + 0,4325x T — 0,00725 x T?

em que: T € a temperatura média ao longo do decéndio, em °C.
Como a érea foliar da cultura varia ao longo de seu ciclo, o coeficiente de
correcdo da PPBp relativo ao indice de area foliar (IAF) da cultura (cis) foi calculado

empregando-se a equacao:
Ciar = 0,0093 + 0,185 X IAF, 5 — 0,0175 xIAFZ,,  (IAFjax = 5;Ciar = 0,5)

em que: IAFqax representa o valor maximo de IAF no decéndio considerado.

O coeficiente de corregéo para a respiragao de manutengéo de cultura (Cresp)
€ uma funcédo da temperatura média do ar (Tmed), em que duas condi¢bes sao
consideradas:

Para Tmed = 20°C — Cresp= 0,5

Para Tmed < 20°C — Cresp = 0,6.
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O coeficiente de colheita (Ccon) indica o quanto da planta representa a parte
colhida, colmos no caso da cana de agucar. Neste caso, esses representam, em
meédia, 80% da massa total da planta de cana de acucar (DOORENBOS; KASSAM,
1994).

Finalmente, considerou-se a corre¢do para o teor de agua na parte colhida. A
equacao relativa ao c,, empregada para a adicao da umidade dos colmos foi dada

por:

Cum = [1—0,01 xU(%)]™?!

em que: U(%) representa a umidade dos colmos, em porcentagem. No presente
trabalho foi considerado 80%.

A produtividade atingivel foi estimada a partir da relagcdo entre a quebra
relativa de produtividade (1 — PA/PP) e o déficit hidrico relativo (1 — ETr/ETc). A
partir dessa relacdo, Doorenbos e Kassam (1994) propuseram um modelo que
relaciona tais componentes para estimacdo da produtividade atingivel (PA) de uma
determinada cultura. Assim, € possivel calcular a PA da cana de acguUcar
conhecendo-se a produtividade potencial (PP), o coeficiente de resposta ao déficit
hidrico (ky), variavel em funcdo das fases fenologicas, e o déficit hidrico relativo,
proveniente do balanco hidrico da cultura, neste trabalho calculado para cada bloco
de manejo de acordo com o método proposto por Thornthwaite e Mather (1955). Os
valores de capacidade de agua disponivel (CAD) utilizados nos balancos hidricos
obedeceram, basicamente, ao tipo de solo (PRADO, 2008), disponibilizado nos
bancos de dados das usinas para cada talhdo. Os valores de ky, a serem
empregados no modelo, sdo os apresentados em Monteiro e Sentelhas (2013)
(Tabela 3).
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Tabela 3 - Coeficiente de sensibilidade ao déficit hidrico (ky) e coeficiente de cultura
(kc) considerados para cada um dos decéndios do ciclo da cultura da

cana de acucar, considerando-se os diferentes tipos de cana (planta ou

soca) e ciclos (12, 15 e 18 meses)

Planta SOCA
Decendio 18 15 12 12
Fase ke | ky Fase ke | ky Fase ke | ky Fase ke | ky

1 25 % de cobertura 0,50(0,75|25 % de cobertura 0,50]0,75|25 % de cobertura 0,50|0,75|25 % de cobertura 0,50|0,75
2 25 % de cobertura 0,50]0,75|25 % de cobertura 0,50]0,75|25 % de cobertura 0,50(0,75(25 % de cobertura 0,50(0,75
3 25 % de cobertura 0,50]0,75|25 % de cobertura 0,50(0,75(25 % de cobertura 0,50(0,75(25 % de cobertura 0,50(0,75
4 25 % de cobertura 0,50 (0,75|25-50% de cobertura |[0,80|0,75|25-50% de cobertura |0,80|0,75[25-50% de cobertura | 0,80(0,75
5 25-50% de cobertura | 0,80(0,75|25-50% de cobertura |0,80|0,75|25-50% de cobertura |0,80|0,75(25-50% de cobertura |0,80(0,75
6 25-50% de cobertura | 0,80(0,75(25-50% de cobertura | 0,80(0,75|25-50% de cobertura |0,80(0,75|25-50% de cobertura |0,80(0,75
7 25-50% de cobertura |0,80(0,75(50-75 % de cobertura | 1,000,50(50-75 % de cobertura | 1,000,50|50-75 % de cobertura | 1,00|0,50
8 25-50% de cobertura | 0,80(0,75|50-75 % de cobertura | 1,00|0,50|50-75 % de cobertura | 1,00|0,50(50-75 % de cobertura | 1,00(0,50
9 50-75 % de cobertura |1,00(0,50|75-100 % de cobertura| 1,10|0,50|75-100 % de cobertura| 1,10|0,50(75-100 % de cobertura| 1,10(0,50
10 50-75 % de cobertura | 1,00(0,50(75-100 % de cobertura| 1,10|0,50|75-100 % de cobertura| 1,10|0,50|75-100 % de cobertura| 1,10|0,50
11 50-75 % de cobertura |1,00(0,50|75-100 % de cobertura| 1,10|0,50|75-100 % de cobertura| 1,10|0,50(75-100 % de cobertura| 1,10(0,50
12 75-100 % de cobertura | 1,10(0,50|75-100 % de cobertura| 1,10|0,50|75-100 % de cobertura| 1,10|0,50(75-100 % de cobertura| 1,10(0,50
13 75-100 % de cobertura | 1,10(0,50{100 % de cobertura 1,20]0,50(75-100 % de cobertura| 1,10(0,50|75-100 % de cobertura| 1,10|0,50
14 75-100 % de cobertura | 1,10(0,50(100 % de cobertura 1,20]0,50|{100 % de cobertura 1,20]0,50|100 % de cobertura 1,20(0,50
15 75-100 % de cobertura | 1,10(0,50{100 % de cobertura 1,20]0,50{100 % de cobertura 1,20]0,50{100 % de cobertura 1,20(0,50
16 75-100 % de cobertura | 1,10 (0,50{100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20|0,50
17 100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20|0,50
18 100 % de cobertura 1,20]0,50|100 % de cobertura 1,20]0,50|100 % de cobertura 1,20]0,50{100 % de cobertura 1,20(0,50
19 100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20(0,50
20 100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20|0,50
21 100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20|0,50
22 100 % de cobertura 1,20]0,50|100 % de cobertura 1,20]0,50|100 % de cobertura 1,20]0,50|{100 % de cobertura 1,20(0,50
23 100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20(0,50
24 100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20|0,50
25 100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20|0,50
26 100 % de cobertura 1,20]0,50|100 % de cobertura 1,20]0,50|100 % de cobertura 1,20]0,50{100 % de cobertura 1,20(0,50
27 100 % de cobertura 1,20(0,50|100 % de cobertura 1,20(0,50|100 % de cobertura 1,20(0,50|100 % de cobertura 1,20]0,50
28 100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(100 % de cobertura 1,20|0,50
29 100 % de cobertura 1,20]0,50|100 % de cobertura 1,20]0,50|100 % de cobertura 1,20|0,50|{100 % de cobertura 1,20(0,50
30 100 % de cobertura 1,20]0,50|100 % de cobertura 1,20]0,50|100 % de cobertura 1,20]0,50{100 % de cobertura 1,20(0,50
31 100 % de cobertura 1,20(0,50|100 % de cobertura 1,20(0,50|Senesescéncia 0,95]0,50|Senesescéncia 0,95|0,50
32 100 % de cobertura 1,20]0,50(100 % de cobertura 1,20]0,50(Senesescéncia 0,95]0,50|Senesescéncia 0,95|0,50
33 100 % de cobertura 1,20]0,50|100 % de cobertura 1,20]0,50(Senesescéncia 0,95|0,50|Senesescéncia 0,95(0,50
34 100 % de cobertura 1,20]0,50|100 % de cobertura 1,20)0,50Maturagdo 0,65|0,10|Maturagdo 0,65(0,10
35 100 % de cobertura 1,20(0,50|100 % de cobertura 1,20]0,50(Maturagdo 0,65|0,10|Maturagdo 0,65|0,10
36 100 % de cobertura 1,20|0,50(100 % de cobertura 1,20 (0,50|Maturagdo 0,65|0,10|Maturagdo 0,65|0,10
37 100 % de cobertura 1,20]0,50|100 % de cobertura 1,20|0,50

38 100 % de cobertura 1,20]0,50|100 % de cobertura 1,20(0,50

39 100 % de cobertura 1,20(0,50|Senesescéncia 0,95|0,50

40 100 % de cobertura 1,20|0,50(Senesescéncia 0,95|0,50

41 100 % de cobertura 1,20|0,50(Senesescéncia 0,95|0,50

42 100 % de cobertura 1,20|0,50|Senesescéncia 0,95(0,50

43 100 % de cobertura 1,20(0,50|Maturagdo 0,65|0,10

44 100 % de cobertura 1,20(0,50|Maturagdo 0,65|0,10

45 100 % de cobertura 1,20]0,50(Maturagdo 0,65]0,10

46 100 % de cobertura 1,20(0,50

47 Senesescéncia 0,95(0,50

48 Senesescéncia 0,95 (0,50

49 Senesescéncia 0,95 (0,50

50 Senesescéncia 0,95|0,50

51 Senesescéncia 0,95(0,50

52 Maturagdo 0,65]0,10

53 Maturagdo 0,65|0,10

54 Maturagao 0,65]0,10
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A equacéo final empregada para a estimacao da produtividade atingivel (PA)
foi:

7

on=[Jfoncos [1-is (1 59}
i = i-1X yi X ETc/,

i=1

em que: PA é a produtividade atingivel, em t ha™; i representa as fases fenoldgicas
durante o ciclo da cultura; PA.; € a produtividade atingivel do estadio fenologico
anterior, em t ha™, sendo que no caso do estadio fenolégico i = 1, PA.1 = PP; ky é o
coeficiente de resposta ao déficit hidrico da cultura em cada fase fenoldgica i; ETr é
a evapotranspiracao real da cultura, em mm; ETc é a evapotranspiracao de cultivo,
em mm, e é dada pelo produto entre ETP e kc. A ETP é a evapotranspiracao
potencial, estimada pelo método de Penman Monteith (ALLEN et al., 1998). Ja o kc
representa o coeficiente da cultura em cada fase fenoldgica i, conforme Tabela 3. O
fluxograma contendo as equacfes desses modelos e o fluxo de célculo desses é

apresentado na Figura 9.
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Figura 9 - Fluxo da estimacdo das produtividades potencial e atingivel da cana de
acucar por meio do modelo da FAO (DOORENBOS; KASSAM, 1994)
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3.3 Modelagem da produtividade da cana de acUcar por meio da mineragdo de
dados

Todos os modelos foram gerados a partir da execucdo dos algoritmos no

software R (http://www.r-project.org/). Trés diferentes técnicas de mineracdo de

dados foram empregadas neste estudo: o Random Forest (RF); o Boosting (GBM); e
o Support Vector Machine (SVM). Como interface para a aplicacdo dessas técnicas,
foi utilizado o pacote Caret (Classification And Regression Training). O Caret é um
conjunto de funcbes desenvolvidas para simplificar o processo de criagdo de
modelos preditivos, e contém ferramentas para diversas funcionalidades, como a
selecdo automatica de parametros para as diferentes técnicas de mineracdo de
dados, como por exemplo, 0 nimero de arvores ideal no Random Forest, bem como
a caracterizacdo das variaveis preditoras mais importantes dos modelos. Além disso,
0 pacote proporciona uma visualizacdo mais amigavel dos resultados (KUHN, 2008).

Em uma primeira etapa, foi feita uma abordagem mais geral, em que 0s
algoritmos acima foram aplicados na base integral de dados, que contém os dados
de todas as regides e safras analisadas. Em uma segunda etapa, as mesmas
técnicas foram utilizadas para a andlise dos dados de uma das regifes produtoras
integrantes do banco de dados. A regido escolhida para essa andlise foi a de Bauru,
a qual, juntamente com 0s municipios em seu entorno, € um importante polo
produtor de cana de aclUcar no estado de S&o Paulo. Essa abordagem mais
especifica foi feita com o intuito de se tentar capturar particularidades da regido
escolhida e que poderiam estar ocultadas pela anéalise geral dos dados.

Com base nisso, os dados de produtividade da cana de agucar, bem como os
dados meteoroldgicos, das produtividades estimadas pelo método da FAO e de
manejo da cultura das safras de 2011/12 a 2013/14 foram organizados para que
fossem submetidos ao processo de treinamento dos algoritmos de mineracdo de
dados (Support Vector Machine - SVM, Boosting - GBM e Random Forest - RF).

3.4 Avaliagéo dos resultados
Para se elaborar a modelagem por meio de Mineracdo de Dados, é

necessario primeiramente se separar a base de dados em duas, sendo uma para 0

treinamento dos algoritmos, em que sdo determinadas automaticamente as


http://www.r-project.org/
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caracteristicas necessarias para se representar a informacao desejada, e outra para
o0 teste dos modelos gerados, que neste estudo foi feito por meio de validacéo
cruzada (cross validation) (REFAEILZADEH et al., 2009).

Para a avaliagdo de desempenho dos modelos desenvolvidos por meio de
mineracao de dados, 30% dos dados foram selecionados aleatoriamente da base
original, criando-se assim uma base especifica de teste, contendo 3.980 dados de
produtividade de cana de acucar. A andlise do desempenho dos modelos foi
efetuada pela comparacéo entre as produtividades estimadas pelos modelos e as
produtividades observadas por meio da andlise de regressdo. O desempenho dos
modelos foi avaliado considerando-se 0s seguintes indices estatisticos: coeficiente
de correlacdo (r); coeficiente “d” de Willmott (1985), que representa a distancia
relativa dos valores estimados da reta 1:1; raiz quadrada do erro médio (Root Mean
Square Error, RMSE), que indica a acuracia do modelo; erro absoluto médio (EAM),
o qual indica a magnitude dos erros associados a estimacdo da produtividade;
coeficiente de confianga “C” de Camargo e Sentelhas (1997), que representa o grau
de concordancia do modelo, englobando em um Unico indice a precisdo e a

acuracia.

3.5 Distribuicéao

A distribuicdo do conhecimento se darda por meio da divulgacdo dos
resultados junto as usinas que forneceram os dados para este estudo, de modo a
posiciona-los a respeito dos fatores mais importantes que afetam a produtividade da
cultura da cana de acucar, para que 0s mesmos possam considerados em acdes
que proporcionem uma maior eficiéncia na producdo de cana de agucar em cada

uma das unidades consideradas.
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4 RESULTADOS E DISCUSSAO

4.1 Correlacdes entre as variaveis

Para se obter uma visdo geral prévia da importdncia de cada atributo
(variavel) utilizado nos algoritmos de Mineracdo de Dados, os mesmos foram
correlacionados entre si e com a produtividade observada (TCH observado) gerando
um diagrama de correlacbes, apresentado na Figura 10. Esse diagrama foi
elaborado empregando-se a Correlacdo de Pearson (r), sendo que quanto maior r,
maior sera a intensidade das cores azul (correlacdo positiva entre as variaveis) e
vermelha (correlacdo negativa). Como se pode notar, as maiores correlacées
encontradas com a produtividade (consolidado$TCHREAL) foram para as variaveis
independentes: niumero de corte (NCORTE), com correlagdo negativa; e idade de
corte (IDADE), com correlagéo positiva (Figura 10). Em seguida, com correlagbes
menores, mas relativamente maiores que as demais variaveis, estdo a
evapotranspiracdo potencial (ETP), evapotranspiracdo da cultura (ETC) e
precipitacdo pluviométrica (CHUVA), tanto para o periodo total de crescimento da
cultura, quanto para a fase de 100% de cobertura do solo (F5). A fase F5 é a mais
longa do ciclo da cultura da cana de acucar, com periodos que variam entre 17
decéndios (~ 170 dias) para as canas de 12 meses (planta e soca) e 32 decéndios (»

320 dias) para a cana planta de 18 meses.
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Figura 10 - Diagrama de correla¢des entre as variaveis independentes e entre essas
e a produtividade observada da cana de acucar

(consolidado$TCHREAL). A relagéo do significado de cada uma dessas

variaveis é apresentada no Apéndice A.

Na Tabela 4 sdo apresentados os valores numéricos das correlacfes das
variaveis independentes com a produtividade observada (consolidado$TCHREAL). A

aplicacdo do teste de significancia das correlacfes, a 0,05 de significancia e graus
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de liberdade > 100, resultou em um valor critico de 0,195 (IRELAND, 2010),
indicando que coeficientes de correlagao abaixo desse valor ndo séo significativos.

Tabela 4 - Coeficientes de correlacdo de Pearson (r) da relacdo entre a
produtividade observada de cana de agucar (consolidado$TCHREAL)

e as variaveis independentes

r Variavel r Variavel r Variavel r Variavel
-0,42 NCORTE 0,17 ETR_ETC_F5 0,09 VELVENTO_F5 -0,05 Gesso
0,37 IDADE -0,16 ETR_F4 -0,08 VELVENTO_F1 -0,04 RADGLOBAL_F1
0,35 CHUVA_F5 -0,15 ETP_F3 0,08 ARM_F3 -0,04 VELVENTO_F3
0,34 ETP_F5 -0,15 ETC_F3 -0,08 CHUVA_F2 0,04 INSOLACAO_F3
0,34 ETC_F5 -0,15 ETR_F3 -0,08 TEMPMEDIA_F1 -0,04 DEF_F1
0,30 CHUVA_T -0,14 ETR_F2 0,07 ARM_F4 -0,04 URMEDIA_T
0,30 ETC_T -0,14 TEMPMEDIA_T -0,07 ETR_ETC_F4 -0,04 URMEDIA_F2
-0,29 TEMPMEDIA_F4 -0,14 RADGLOBAL_F2 -0,07 CHUVA_F3 -0,04 ETR_ETC_F2
0,28 ETP_T 0,13 ARM_F1 0,07 DEF_F5 -0,04 ETR_ETC_F3
0,23 ETR_F5 0,13 ETR_T -0,06 VELVENTO_F2 -0,03 ESPACAMENTO
-0,23 TEMPMEDIA_F3 0,13 ETR_ETC_T -0,06 ETP_F1 0,02 ETR_ETC_F1
-0,23 ETP_F4 -0,13 ETP_F2 -0,06 ETC_F1 0,02 Fosfato
-0,23 ETC_F4 -0,13 ETC_F2 0,06 INSOLACAO_F2 0,02 URMEDIA_F1
0,21 ARM_T -0,13 Calcario -0,05 URMEDIA_F3 0,02 VELVENTO_T
0,21 ARM_F5 0,12 INSOLACAO_F5 0,05 DEF_T 0,01 DEF_F2

0,20 CAD -0,12 CHUVA_F4 0,05 TEMPMEDIA_F5 0,01 Vinhaca
-0,20 RADGLOBAL_F4 0,11 INSOLACAO_T 0,05 RADGLOBAL_T 0,01 DEF_F3

0,19 RADGLOBAL_F5 -0,11 URMEDIA_F4 0,05 INSOLACAO_F4 0,01 CHUVA_F1
-0,18 RADGLOBAL _F3 0,09 INSOLACAO_F1 -0,05 URMEDIA_F5 0,00 DEF_F4
-0,18 TEMPMEDIA_F2 0,09 ARM_F2 -0,05 ETR_F1 0,00 Inseticida

0,00 VELVENTO_F4

Conforme ja observado na Figura 10, a correlacdo mais significativa entre a
produtividade e os fatores que a condicionam se deu com o numero de cortes do
canavial (NCORTE), com r de -0,42. Isso significa que a medida que se aumenta o
namero de cortes ha um decaimento da produtividade da cana de agucar. Apesar de
a Correlacdo de Pearson ndo ser um indicativo da relacdo causa-efeito entre duas
variaveis, e sim, da intensidade da relacdo entre as mesmas, pode-se inferir que a
correlacdo negativa entre o NCORTE e a produtividade da cana de acgucar
encontrada nesse trabalho significa que a medida que aumenta a idade do canavial
em termos de numeros de cortes, sua produtividade decai. De acordo com Garside

et al. (2005), o decaimento das produtividades ao longo de sucessivos cortes da
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cana é um tema complexo, causado por uma combinacdo de fatores em um sistema
de producdo de cana de agucar. Bernardes et al. (2008), ao estudarem a queda de
produtividade ao longo do ciclo da cana-de-acucar, geraram uma funcao
exponencial negativa para estimar a produtividade nos sucessivos cortes dos
canaviais e concluiram que o decaimento da produtividade da cana de agucar ao
longo dos sucessivos cortes apresenta maior dependéncia do conjunto de praticas
de manejo, como intensidade do controle de pragas e plantas daninhas, correcéo e
adubacao dos solos, bem como controle de danos as soqueiras durante a colheita
mecanizada, do que do potencial produtivo do ambiente de producdo. Também para
a variavel IDADE, que representa a idade do canavial em termos de meses entre o
plantio e a colheita para a cana planta e entre sucessivos cortes na cana soca, foi
encontrada uma correlacao significativa com a produtividade observada, sendo esta
positiva. A influéncia da idade do canavial no momento do corte tem sido objeto de
muita discussédo (LAWES et al., 2002a). Analisando bancos de dados de uma usina
situada no estado de Queensland, Australia, Lawes et al. (2002b) encontraram
influéncia significativa da idade nas produtividades dos blocos analisados, sendo
que canas com 8 meses no momento da colheita obtiveram em média 7 t ha™ a
menos que canas com idade de 14 meses. Apesar de Obvia, a influéncia da idade se
confunde com a influéncia de outros fatores, como a época de corte do canavial
(McDONALD, 2006) e padrdes meteorologicos durante a safra (INMAN-BAMBER,
1994).

Com relagao as variaveis ETP, ETC e CHUVA, todas apresentaram r = 0,30
guando correlacionadas com a produtividade da cana, tanto na fase F5 como no
ciclo como um todo. E evidente o efeitos dessas variaveis sobre o processo
produtivo da cana (MARIN et al.,, 2009; MONTEIRO, 2011), jA que maiores valores
de ETP indicam indiretamente maior disponibilidade de energia no ambiente para o
crescimento das plantas, integrando as variaveis radiacao solar, temperatura do ar e
fotoperiodo, enquanto que maiores valores de CHUVA e a ETC demonstram que
houve maior disponibilidade de agua para o crescimento das plantas, reduzindo os

impactos negativos da deficiéncia hidrica.
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4.2 Determinagdo dos principais fatores determinantes da produtividade da
cana de aguUcar utilizando-se diferentes técnicas de Mineracéo de Dados

Como ja mencionado, o0 pacote caret possibilita a identificacdo das variaveis
preditoras segundo sua importancias nos modelos de mineracdo de dados,

ordenando-as da variavel mais relevante a menos relevante.

4.2.1 Base de dados integral

a) Random Forest

A Figura 11 apresenta a importancia relativa das variaveis determinantes da
produtividade da cana de acUcar gerada pelo modelo Random Forest. Com a
aplicacao do algoritmo Random Forest, obteve-se uma listagem dos atributos mais
importantes para a determinagdo da produtividade da cana-de-acucar. O modelo
aplicado teve seus parametros fornecidos pelo pacote Caret, com 1.500 arvores.
Como todos os atributos sdo ordenados de acordo com sua importancia, foram
utilizadas para as comparacdes com os outros modelos (Boosting e Support Vector
Machine) as variaveis classificadas entre as dez melhores, uma vez que as demais
variaveis contribuiram muito pouco para explicar a variabilidade da produtividade
pelo modelo em questdo. Nota-se na Figura 11 que a variavel “NCORTE”, ou seja,
uma variavel de manejo que representa a idade dos canaviais em termos de nimero
de cortes ja efetuados teve o maior peso na explicacdo da variacdo da
produtividade, o que esta de acordo com o resultado obtido pela analise de
correlacdo (Tabela 4). Na sequencia, as variaveis que representam o
armazenamento de agua no solo (“CAD” e “ARM_F5”) e as variaveis meteoroldgicas
umidade relativa, velocidade do vento e chuva, todas para o ciclo como um todo
(“URMEDIA_T”?, “VELVENTO_T", e “CHUVA_T”) também ajudam a explicar a
variabilidade espaco-temporal da produtividade da cana de acucar nas 18 usinas

avaliadas.
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Importancia das Variaveis (RF)

NCORTE

CAD

ARM_F5 |——

URMEDIA_T —s

VELVENTO_T |——=

CHUVA_T —
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DEF_T |—o
4‘0 60 80 100
Importancia
Figura 11 - Classificagdo das dez principais variaveis determinantes da

produtividade da cana de acucar pelo método do Random Forest

para a base completa de dados

b) Boosting

Assim como o Random Forest, o algoritmo Boosting foi utilizado para
determinar a classificacdo das variaveis mais importantes para a definicdo da
produtividade da cana de acucar (TCH). De forma semelhante, este algoritmo
também foi aplicado com 1500 arvores, o que resultou na classificacdo da
importancia relativa das variaveis determinantes da produtividade (Figura 12). Nota-
se que, do conjunto dos dez atributos mais importantes selecionados pelo Boosting,
guatro também foram selecionados pelo Random Forest, sendo eles: o nimero de
cortes do canavial (NCORTE); a capacidade de agua disponivel do solo (CAD); o
armazenamento de agua na fase fenolégica de niumero 5 (ARM_F5); e a chuva
acumulada de todo o periodo de desenvolvimento da cultura (CHUVA_T).

Também nesta abordagem, o NCORTE foi a variavel que mais impactou a
variabilidade da produtividade da cana de acucar, corroborando os resultados
obtidos pela técnica do Random Forest (Figura 11) e também a analise de
correlacdo (Tabela 4). No entanto, por meio desta técnica foi possivel se confirmar

gue a IDADE do canavial em meses € outra variavel de grande importancia, como ja
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evidenciado por meio da andlise de correlagdo (Tabela 4) e discutido por Lawes et
al. (2002 a, 2002b).

Importancia das Variaveis (GBM)

! 1 ! ! Il

NCORTE

IDADE e

ETP_F5 ————

ARM_F5 |——s
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CAD |

ETR.T [—o

INSOLACAO_T (—=

AMBPROD_DESCRICAOCC |—=

20 40 60 80 100
Importancia
Figura 12 - Classificacdo das dez principais variaveis determinantes da

produtividade da cana de acucar pelo método do Boosting para a

base total de dados

c) Support Vector Machine

A Figura 13 apresenta a importancia relativa das variaveis determinantes da
produtividade da cana de acucar (TCH), gerada pela técnica Support Vector
Machine. Das dez variaveis mais importantes selecionadas pelo Support Vector
Machine para explicar a variagdo da produtividade da cana de acgucar, cinco também
foram selecionadas pelo algoritmo Boosting, sendo elas: numero de cortes do
canavial (NCORTE); idade do canavial em meses no momento do corte (IDADE); as
evapotranspiracdes potencial e real durante a fase fenolégica 5 (ETP_F5 e
ETR_F5); e a chuva acumulada da fase 5 (CHUVA F5). Dessas variaveis em
comum, duas delas aparecem inclusive na mesma ordem de importancia (NCORTE
e IDADE), o que também foi observado ao se avaliar os coeficientes de correlagédo

de Person (Tabela 4). J& em comparacdo ao Random Forest, apenas o niumero de
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corte (NCORTE) e a chuva acumulada no periodo de desenvolvimento total
(CHUVA_T) aparecem como comuns para ambos os métodos.

Importancia das Variaveis (SVM)

NCORTE

IDADE

CHUVA_FS

ETP_F5

ETC_F5

CHUVA T —————————»

ETCTH—

TEMFMEDIA_F4 =

ETP.T ——

ETR_F5 |—

5‘0 EIU TID BICI ‘JIU ‘IéD
Importancia
Figura 13 - Classificacdo das dez principais variaveis determinantes da
produtividade da cana de acucar pelo método do Support Vector

Machine para a base total de dados

A Figura 14 apresenta o Diagrama de Venn, o qual apresenta as dez variaveis
selecionadas pelos modelos empregados e a concordancia entre eles para

selecionar as variaveis que mais afetaram a produtividade da cana de agucar.
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Figura 14 - Diagrama de Venn para a indicacdo da concordancia entre os modelos
de mineracdo de dados empregados na classificacdo das variaveis
determinantes da produtividade da cana de aguUcar, considerando-se a

base total de dados

De forma resumida, é possivel constatar que, para todos os modelos
empregados, o numero de cortes (NCORTE), ou seja, uma variavel de manejo
despontou como o fator com maior peso na determinacdo da produtividade da cana
de acucar. Constata-se também que essa variavel tem importancia relativa bem
maior do que as demais variaveis. Em seguida, em dois dos trés modelos, aparecem
variaveis relacionadas ao regime hidrico da cultura, como a precipitacdo (CHUVA) e
a evapotranspiracdo (ETP_T, ETP_F5), principalmente a da fase de
desenvolvimento 5 (fase em que ha 100% de cobertura do solo, F5), bem como
atributos edafoclimaticos (CAD e ARM). Em trabalho similar, empregando o modelo
CART, considerado como uma técnica de mineragéo de dados, Ferraro et al. (2009),
ao analisarem dados de produtividade de seis fazendas de uma usina situada no
norte da Argentina, observaram que a produtividade foi afetada principalmente pelas
seguintes variaveis: variedade plantada; fazenda de origem de cada bloco colhido;
namero de cortes das canas socas; més de corte de cada bloco; duracdo do periodo
de desenvolvimento para cada corte (idade em dias); area dos blocos colhidos; e
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precipitacdo de cada bloco (total e para o periodo de verdo). No ranking de
importancia, a variavel referente a fazenda de origem, que, de acordo com o0s
autores, captura a influéncia do manejo local, da variabilidade edafoclimatica, bem
como a influéncia de fatores de estresse, como pragas e doencas, foi a que teve a
maior colocacéo, seguida do numero de cortes. Em outro trabalho de andlise de
dados ao nivel de talhdo, Bocca (2014) modelou as produtividades da cana de
acucar de uma usina situada no estado de SP, por meio de sete técnicas diversas,
entre elas o Random Forest e 0 Support Vector Machine, e concluiu que o nimero
de cortes foi uma das trés variaveis consideradas por todas as técnicas como sendo
importante para explicar a variagdo das produtividades, corroborando, assim, com o

resultado deste estudo.

4.2.2 Base de dados regionalizada

Os resultados da aplicacdo dos algoritmos Random Forest, Boosting e
Support Vector Machine na base de dados das trés usinas situadas na regido de

Bauru sé&o apresentados a seguir.

a) Random Forest

A Figura 15 apresenta a importancia relativa das variaveis determinantes da
produtividade da cana de acucar gerada pelo modelo Random Forest, para a regiao
de Bauru. Observa-se que a variavel referente ao nimero de cortes do canavial
(NCORTE) teve o maior peso na explicacdo da variacdo da produtividade da cana
de acucar pelo modelo, sendo esta expressivamente maior que a segunda variavel
mais importante, ou seja, a capacidade de agua disponivel dos solos (CAD). Essas
duas variaveis também foram as principais quando da analise com os dados
completos de todas as regidbes, 0 que mostra a importancia delas
independentemente da escala espacial. Para as demais variaveis selecionadas nao
houve concordéancia, porém ficou claro que tanto as variaveis meteoroldgicas como
as relativas ao ambiente de producéo (CAD e tipo de ambiente) foram importantes

na definicdo dos niveis de produtividade da cana de acucar.
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Importancia das Variaveis (RF)
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Figura 15 - Classificacdo das dez principais variaveis determinantes da produtividade
da cana de ac¢ucar pelo método do Random Forest para a base de dados

da regido de Bauru, SP

b) Boosting

A Figura 16 apresenta a importancia relativa dos dez atributos mais
importantes selecionados pela técnica do Boosting para a base de dados da regido
de Bauru. Destes, sete foram também selecionados pelo Random Forest, sendo que
aqui também o numero de cortes do canavial (NCORTE) foi a variavel mais
importante. Em relagdo a analise com o banco total de dados, houve concordancia
para as duas primeiras variaveis, relacionadas ao manejo da cultura, ou seja,
namero de cortes (NCORTE) e idade da cana na colheita em meses (IDADE). As
demais variaveis selecionadas indicaram importancia tanto de variaveis
meteoroldgicas como do ambiente de producédo (CAD e tipo de ambiente), assim
como observado pela técnica do Random Forest.
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Importancia das Variaveis (GBM)
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Figura 16 - Classificacdo das dez principais variaveis determinantes da produtividade
da cana de acucar pelo método do Boosting para a base de dados da

regido de Bauru

c) Support Vector Machine

A Figura 17 apresenta a importancia relativa das varidveis determinantes da
produtividade da cana de acUcar obtida pelo modelo Support Vector Machine. Neste
caso, houve uma grande similaridade dos resultados com as variaveis selecionadas
pelo modelo do Boosting e, de certa forma, com o Random Forest. Assim, o
NCORTE e a IDADE foram as duas principais variaveis a definir a produtividade da
cana de aguUcar na regido de Bauru, mostrando que, assim como para as demais
analises, o ambiente de producdo e as condicbes meteorologicas tiveram uma
importancia secundaria.

De um modo geral, os resultados obtidos pela analise regionalizada néo
diferiram substancialmente dos resultados apresentados na analise com o banco
geral de dados. No entanto, pode-se observar que, no caso da analise regionalizada,
houve uma maior concordancia entre os trés modelos de mineracédo de dados para a
classificacdo das variaveis de importancia para a produtividade da cana, como se
pode observar na Figura 18. Na analise regionalizada, houve a concordancia de
cinco variaveis (NCORTE, IDADE, CAD, AMBPROD e ARM_T), o que mostra que
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ao nivel regional a interacdo entre manejo, ambiente de producéo e balanco de agua
no solo é o que define as produtividades na regido de Bauru. Obviamente, isso pode
se alterar para as diferentes regionais, ja que os ambientes de producéo e o clima

diferem de uma regional para outra.

Importancia das Variaveis (SVM)
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ETP_F5 |—=

5ID EID ?ID EIU BID 1 EID
Importancia
Figura 17 - Classificacdo das dez principais variaveis determinantes da produtividade
da cana de acucar pelo método do Support Vector Machine para a base

de dados da regido de Bauru, SP



70

NCORTE

CAD
CAD

1
3 ARM_F5
Support Vector . ot
Machine 5 EmT
[3 IDADE
7 ETP_FS
8 CHUVA_FS
12,13,14 .
10 ARM_T
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Figura 18 - Diagrama de Venn para a indicacdo da concordancia entre os modelos
de mineracdo de dados empregados na classificacdo das variaveis
determinantes da produtividade da cana de acucar, considerando-se a

base de dados da regido de Bauru, SP

Outro aspecto em comum em ambas as abordagens (geral e regionalizada), é
o fato das variaveis relacionadas a aplicacdo de insumos nao terem apresentado
correlagdes significativas com a produtividade da cana de acUcar. A importancia
relativamente menor dessas variaveis nos modelos nédo implica que elas ndo sejam
relevantes para a explicacdo da variavel resposta, e sim, que, para os modelos em
guestao, a utilizagdo desses atributos ndo gerou contribuicdo maior que a utilizagao
dos demais, na explicacdo das produtividades. Uma possivel razdo para isso € que
os dados relacionados as variaveis de manejo, devido a forma em que foram
utilizadas (aplicagdo do insumo em termos de percentual de area dos blocos),
geraram pouca variabilidade, de forma que, em funcao da natureza dos dados, 0s
modelos ndo conseguiram extrair informacdes a partir dessas variaveis, de forma
gue pudessem contribuir de forma significativa para explicar pela modelagem a
variabilidade das produtividades.
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4.3 Avaliagdo dos modelos de Mineracdo de Dados para a estimagdo da

produtividade da cana de agucar

Assim como para a ordenacéo dos fatores determinantes da produtividade da
cana de acucar, descrita anteriormente, as técnicas de mineracdo de dados Random
Forest (RF), Boosting (GBM) e Support Vector Machine (SVM) foram empregadas
para a obtencdo de modelos de estimacéo da produtividade dessa cultura. Em uma
primeira etapa, os modelos gerados foram testados com dados independentes na
estimacao da produtividade da cana-de-acucar, considerando-se a base integral de
dados, contendo todas as regifes analisadas. Numa segunda etapa, o teste dos
modelos se seu de forma regionalizada, para a regido de Bauru, de modo a se
identificar as diferencas decorrentes da utilizacdo do banco de dados geral e de um

banco especifico para uma regiao.

4.3.1 Base de dados integral

Os algoritmos obtidos para a estimacao da produtividade da cana de acucar
pelas técnicas de Mineracdo de Dados Random Forest, Boosting e Support Vector
Machine foram aplicados ao conjunto de dados de validacdo, que contém 3980
dados de produtividades (30% da base completa). Os resultados do processo de
teste desses modelos sdo apresentados nas Figuras 19 a 21, onde se observa um
desempenho muito similar entre os trés modelos baseados na mineragao de dados,
com r entre as produtividades estimadas e observadas variando de 0,65 a 0,66, e a
RMSE de 19,70 a 20,03 t ha™.
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Correlagao: 0.662 RMSE: 19.702 (1000kg ha-T) n: 3980

100 150
| |

Produtividade Prevista (1000kg ha-1)
50
|

T T T T
0 50 100 150

Produtividade Observada (1000kg ha'1)

Figura 19 — Relagdo entre a produtividade da cana de acgUcar observada e a
estimada pelo algoritmo gerado pela técnica do Random Forest,
considerando-se o conjunto de dados independentes para a base

integral de dados

Correlacao: 0.649 RMSE: 20.025 (1000kg ha") n: 3980

100 150
] I}

Produtividade Prevista (1000kg ha-1)
50

T T T T
0 50 100 150

Produtividade Observada (1000kg ha1)

Figura 20 - Relacdo entre a produtividade da cana de acucar observada e a
estimada pelo algoritmo gerado pela técnica do Boosting,
considerando-se o0 conjunto de dados independentes para a base

integral de dados
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Correlagao: 0.663 RMSE: 19.725 (1000kg ha“) n: 3980

100
!

Produtividade Prevista (1000kg ha-1)
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0 50 100 150

Produtividade Observada (1000kg ha-1)

Figura 21 - Relacéo entre a produtividade da cana de agucar observada e estimada
pelo algoritmo gerado pela técnica do Support Vector Machine,
considerando-se o0 conjunto de dados independentes para a base

integral de dados

Além disso, a avaliagdo dos modelos utilizados foi também feita por meio de
outros indicadores estatisticos como o indice d de Willmott, o indice C e 0 EAM. A
Tabela 3 apresenta o0s resultados desses indicadores, que mostram uma
similaridade muito grande entre os modelos de estimagdo, porém com um
desempenho um pouco melhor para o modelo Support Vector Machine, que
apresentou os maiores valores de r, d e C, o menor EAM e um tempo de
processamento de 2,46 h, maior do que o Boosting, porém bem menor do que o
modelo do Random Forest, o qual necessita de aproximadamente 17 h para o

processamento dos dados.
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Tabela 5 — Indicadores estatisticos para avaliacgdo dos modelos empregados na

estimativa da produtividade da cana de acucar, empregando-se o

conjunto de dados independentes: coeficiente de correlacdo (r); indice

de Willmott (d); indice de confianca (C); erro absoluto médio (EAM); raiz

guadrada do erro médio (RMSE); e tempo de processamento dos

modelos
Tempo de
Modelo r D C EAMl RMS_lE Processamento
(tha™) (tha) h)
Random Forest 0,662 0,772 0,511 14,928 19,702 16,962
Gradiente 0,649 0,754 0,490 15,347 20,025 0,034
Boosting
Support - Vector  gea g779 0517 14,831 19,725 2 460
Machine
§ —Correlacao: 0.446 RMSE: 34.312 (1000kg ha") n: 13668
4
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Figura 22 - Relacdo entre a produtividade da cana de agucar observada e a

estimada pelo modelo agrometeorolégico da FAO, considerando-se o

conjunto de dados independentes para a base integral de dados

Os resultados obtidos mostram que a estimacdo da produtividade comercial

da cana de aclucar com modelos baseados em técnicas de mineracdo de dados

apresentaram desempenho similar aos modelos empirico, matemético-fisiolégicos e
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mecanisticos de simulacdo da produtividade. Resultados de O"Leary (2000), Nassif
et al. (2012), Marin et al. (2011), Monteiro e Sentelhas (2014), Vianna e Sentelhas
(2015) e Monteiro (2015), empregando diferentes tipos de modelos de estimacao da
produtividade da cana de acucar, apresentaram RMSE variando de 5,6 a 30 t ha™,
porém nenhum desses estudos empregou uma base de dados tdo grande quanto a
utilizada aqui, ou seja, com 3980 dados de produtividade ao nivel de talhéo,
oriundos de diferentes regifes climaticas, ambientes de producado (tipo de solo),
tipos de cana (planta e soca), ciclos e manejos da cultura.

Essa enorme granularidade de dados nos da a certeza de que mesmo com
um RMSE da ordem de 19,7 t ha™, as estimativas obtidas por meio dos modelos
gerados a partir das técnicas de mineracdo de dados sdo mais acuradas do que
qualquer outro tipo de modelo, ja que esses ndo levam em consideracdo aspectos
do manejo da cultura. Isso pode ser provado ao se comparar 0s desempenhos
obtidos pelo modelo da FAO, o mesmo empregado por Monteiro e Sentelhas (2014)
e Monteiro (2015), e pelos modelos de mineracdo de dados. Enquanto os modelos
de MD resultaram RMSE da ordem de 20 t ha™, o RMSE do modelo da FAO foi
aproximadamente 70% maior (~ 34 t ha). O potencial preditivo das técnicas de
mineracdo de dados pode ser constatado também no trabalho de Everingham et al.
(2016), que, empregando o algoritmo Random Forest, utilizando dados de
produtividades regionais de uma usina localizada no nordeste da Austrélia,
obtiveram resultados com RMSE variando de 6,3 a 8 t ha' na estimacdo das

produtividades da regido.
4.3.2 Base de dados regionalizada

Da mesma forma que na estimacao da produtividade utilizando-se a base de
dados integral, os algoritmos Random Forest, Boosting e Support Vector Machine
foram aplicados ao conjunto de dados de validacdo da base da regido de Bauru, que
contém 1116 dados de produtividades (30% da base regionalizada). Os resultados
do processo de teste desses modelos sao apresentados nas Figuras 23 a 25, onde
também se observa um desempenho muito similar entre os trés modelos baseados
na mineracdo de dados, em termos de correlacdo (r) entre as produtividades
estimadas e observadas, bem como RMSE. A sintese dos testes RMSE, d, EAM e
C, bem como o tempo de processamento que foi necessario para executar cada
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modelo, sdo apresentados na Tabela 6. Pode-se observar que, assim como na base
de dados integral, os resultados dos testes de todos os modelos foram similares
entre si. Porém, constata-se que o0 algoritmo Support Vector Machine superou

levemente os demais modelos em todos os testes.

Correlagdo: 0.7 RMSE: 17.153 (1000kg ha") n 1116 >

100 150
| !

Produtividade Prevista (1000kg ha-1)
50

T T T T
0 50 100 150

Produtividade Observada (1000kg ha™1)

Figura 23 - Relagdo entre a produtividade da cana de aclUcar observada e a
estimada pelo algoritmo gerado pela técnica do Random Forest,
considerando-se 0 conjunto de dados independentes para a base de

dados da regido de Bauru, SP

Apesar do desempenho pouco satisfatorio dos modelos apresentados nas
Figuras 19 a 21, esses foram melhores do que as estimativas de produtividade
obtidas com o modelo agrometeorolégico da FAO (Figura 22), empregado para 0s
mesmos blocos que foram utilizados os modelos de Mineracdo de Dados. O modelo
agrometeoroldgico, por considerar apenas a interagdo da cultura com as condicfes
meteorolbgicas, ndo leva em conta as variaveis associadas ao manejo da cultura,
resultando em um desempenho pior, ndo conseguindo representar com preciséo e
acuracia a enorme variabilidade da produtividade observada a campo de forma
satisfatoria, com r = 0,45 e RSME = 34,31 t ha™.
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Correlagéo: 0.697 RMSE: 17.225 (1000kg ha-l)n: 1116

100 150
| |

Produtividade Prevista (1000kg ha-1)
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Figura 24 - Relagdo entre a produtividade da cana de acUcar observada e a
estimada pelo algoritmo gerado pela técnica do Boosting,
considerando-se o0 conjunto de dados independentes para a base de

dados da regido de Bauru, SP

Correlagao: 0.705 RMSE: 17.03 (1000kg ha-lyn: 1116

100 150
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0 50 100 150
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Figura 25 - Relacao entre a produtividade da cana de acucar observada e estimada
pelo algoritmo gerado pela técnica do Support Vector Machine,
considerando-se o conjunto de dados independentes para a base de

dados da regido de Bauru, SP
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Tabela 6 — Indicadores estatisticos para avaliagdo dos modelos empregados na
estimativa da produtividade da cana de acUcar, empregando-se o
conjunto de dados independentes: coeficiente de correlacdo (r); indice
de Willmott (d); indice de confianca (C); erro absoluto médio (EAM);

raiz quadrada do erro médio (RMSE), e tempo de processamento dos

modelos
Tempo de
Modelo r d C EAMl RMS_lE Processamento
(tha™) (tha”) (h)
Random Forest 0,700 0,803 0,562 13,056 17,153 2,327
Gradiente 0,697 0,799 0,556 13,198 17,225 0,009
Boosting
Support Vector 505 814 0574 12,838 17,030 0,040
Machine

Pode-se constatar também que, quando comparados com o0s resultados de
todos os indicadores estatisticos das Tabelas 5 e 6, o desempenho preditivo de
todos os modelos de mineragcdo de dados foi superior na base de dados
regionalizada, o que pode estar correlacionado com uma redugéao da variabilidade
tanto das produtividades, quanto das variaveis que a condicionam, se comparado a
analise do banco de dados integral. Conclui-se, assim, que a regionalizacdo da
modelagem, ou seja, a aplicacdo dos modelos de mineracdo de dados nas bases
das regides produtoras individuais, resultou em melhor desempenho preditivo que a
modelagem aplicada na abordagem geral, que por sua vez abrange todas as
unidades produtoras em todas as regibes do estado, e, com iSso, uma variagao
muito maior dos fatores condicionantes da produtividade agricola.

Na Figura 26 sdo apresentados os resultados da estimativa da produtividade
por meio do modelo agrometeorolégico da FAO para a regido de Bauru, empregado
para os mesmos blocos que foram utilizados para os modelos baseados em técnicas
de mineracdo de dados. Como na estimativa pela abordagem geral, aqui o modelo
agrometeorolégico também apresentou desempenho pior do que o dos modelos de
mineracdo de dados, com r = 0,45 e RSME = 32,77 t ha™. Isso pode ser explicado
pelo fato de que tal tipo de modelo apenas contempla a interagdo da cultura com as

condi¢bes meteoroldgicas, ndo levando em conta as variaveis associadas ao manejo
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da cultura. Assim, este tipo de modelagem da produtividade n&o consegue capturar
a grande variabilidade da produtividade observada a campo na regido de andlise.

Produtividade FAO x Observada

Regido Bauru
§ - Correlagdo: 0.478 RMSE: 31.772 (1000kg ha“) n:3822
2 ’
§ 1 © 55
— 3 %p, &
2 B “
= R 3
5 < X
o B 4 X
o -
o
©
°
2 o
b=
°
e
o
R -
o -
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Produtividade Observada (t ha'1)

Figura 26 - Relacdo entre a produtividade da cana de aclcar observada e a
estimada pelo modelo agrometeorolégico da FAO, considerando-se o
conjunto de dados independentes para a base de dados da regido de

Bauru
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5 CONCLUSOES

Conclui-se que, diante dos resultados obtidos que:

a)

b)

Foi possivel elencar, bem como classificar por ordem de importancia,
diferentes fatores que afetam a produtividade da cana de aclUcar em
diferentes regides do estado de S&o Paulo por meio da técnica de
Mineracdo de Dados (MD), empregando-se bancos de dados operacionais
das usinas de cana de acUcar. Dentre as variaveis testadas, o numero de
cortes (NCORTE) foi, para todos os modelos e em todas as regides

analisadas, a variavel de maior importancia;

Os modelos gerados por meio do emprego de técnicas de MD tiveram
desempenho similar entre si, porém todos foram melhores do que o
modelo agrometeoroldgico da FAO, ao nivel de agrupamento de talhdes.
N&o obstante, o desempenho da modelagem por MD foi aquém do que o

desejavel para sua aplicacdo operacional para a previsdo de safra;

c) A regionalizacdo da modelagem, ou seja, a aplicacdo dos modelos de

mineracdo de dados na base de uma regido produtora individual resultou
em melhor desempenho que a modelagem aplicada na base de dados
geral, que contempla todas as unidades produtoras em todas as regides
do estado.
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Apéndice

Variaveis independentes relacionadas no diagrama de correla¢des (Figura 10).

NCORTE

NUimero de cortes: 1,2, 3,4, 5

IDADE

Idade do canavial em nimero de meses entre 0s cortes

ESPACAMENTO

Espagamento de plantio adotado

TEMPMEDIA-F1

Temperatura media dos decéndios da fase de crescimento
1 (vide Tabelas 2 e 3).

TEMPMEDIA-F2

Temperatura media dos decéndios da fase de crescimento
2 (vide Tabelas 2 e 3).

TEMPMEDIA-F3

Temperatura media dos decéndios da fase de crescimento
3 (vide Tabelas 2 e 3).

TEMPMEDIA-F4

Temperatura media dos decéndios da fase de crescimento
4 (vide Tabelas 2 e 3).

TEMPMEDIA-F5

Temperatura media dos decéndios da fase de crescimento
5 (vide Tabelas 2 e 3).

TEMPMEDIA_T

Temperatura media de todas fases de crescimento (vide
Tabelas 2 e 3).

URMEDIA-F1 Umidade relativa do ar (%) media dos decéndios da fase
de crescimento 1 (vide Tabelas 2 e 3).

URMEDIA-F2 Umidade relativa do ar (%) media dos decéndios da fase
de crescimento 2 (vide Tabelas 2 e 3).

URMEDIA-F3 Umidade relativa do ar (%) media dos decéndios da fase
de crescimento 3 (vide Tabelas 2 e 3).

URMEDIA-F4 Umidade relativa do ar media dos decéndios da fase de
crescimento 4 (vide Tabelas 2 e 3).

URMEDIA-F5 Umidade relativa do ar (%) media dos decéndios da fase
de crescimento 5 (vide Tabelas 2 e 3).

URMEDIA_T Umidade relativa do ar (%) media de todas as fases de

crescimento (vide Tabelas 2 e 3).

RADGLOBAL-F1

Irradiancia solar extraterrestre (MJ m™ dia®) acumulada
dos decéndios da fase de crescimento 1 (vide Tabelas 2 e
3).

RADGLOBAL-F2

Irradiancia solar extraterrestre (MJ m™ dia®) acumulada
dos decéndios da fase de crescimento 2 (vide Tabelas 2 e
3).

RADGLOBAL-F3

Irradiancia solar extraterrestre (MJ m™ dia®) acumulada
dos decéndios da fase de crescimento 3 (vide Tabelas 2 e
3).

RADGLOBAL-F4

Irradiancia solar extraterrestre (MJ m™ dia™) acumulada
dos decéndios da fase de crescimento 4 (vide Tabelas 2 e
3).
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RADGLOBAL-F5

Irradiancia solar extraterrestre (MJ m™ dia™) acumulada
dos decéndios da fase de crescimento 5 (vide Tabelas 2 e
3).

RADGLOBAL_T

Irradiancia solar extraterrestre (MJ m™ dia™’) acumulada de
todas as fases de crescimento (vide Tabelas 2 e 3).

VELVENTO-F1

Velocidade do vento (m s™*) média dos decéndios da fase
de crescimento 1 (vide Tabelas 2 e 3).

VELVENTO-F2

Velocidade do vento (m s™) média dos decéndios da fase
de crescimento 2 (vide Tabelas 2 e 3).

VELVENTO-F3

Velocidade do vento (m s™) média dos decéndios da fase
de crescimento 3 (vide Tabelas 2 e 3).

VELVENTO-F4

Velocidade do vento (m s?) média acumulada dos
decéndios da fase de crescimento 4 (vide Tabelas 2 e 3).

VELVENTO-F5

Velocidade do vento (m s') média acumulada dos
decéndios da fase de crescimento 5 (vide Tabelas 2 e 3).

VELVENTO_T

Velocidade do vento (m s™) média de todas as fases de
crescimento (vide Tabelas 2 e 3).

INSOLACAO-F1

Insolacdo (h dia®) media dos decéndios da fase de
crescimento 1 (vide Tabelas 2 e 3).

INSOLACAO-F2

Insolacdo (h dia’) media dos decéndios da fase de
crescimento 2 (vide Tabelas 2 e 3).

INSOLACAO-F3

Insolacdo (h dia®) media dos decéndios da fase de
crescimento 3 (vide Tabelas 2 e 3).

INSOLACAO-F4

Insolacdo (h dia®) media dos decéndios da fase de
crescimento 4 (vide Tabelas 2 e 3).

INSOLACAO-F5

Insolacdo (h dia’) media dos decéndios da fase de
crescimento 5 (vide Tabelas 2 e 3).

INSOLACAO T Insolacdo (h dia™) media de todas as fases de crescimento
(vide Tabelas 2 e 3).
CHUVA-F1 Precipitagdo (mm) acumulada dos decéndios da fase de
crescimento 1 (vide Tabelas 2 e 3).
CHUVA-F2 Precipitacdo (mm) acumulada dos decéndios da fase de
crescimento 2 (vide Tabelas 2 e 3).
CHUVA-F3 Precipitacdo (mm) acumulada dos decéndios da fase de
crescimento 3 (vide Tabelas 2 e 3).
CHUVA-F4 Precipitagdo (mm) acumulada dos decéndios da fase de
crescimento 4 (vide Tabelas 2 e 3).
CHUVA-F5 Precipitacdo (mm) acumulada dos decéndios da fase de
crescimento 5 (vide Tabelas 2 e 3).
CHUVA T Precipitacdo (mm) acumulada de todas as fases de
crescimento (vide Tabelas 2 e 3).
ETP-F1 Evapotranspiragcdo potencial (mm) acumulada dos

decéndios da fase de crescimento 1 (vide Tabelas 2 e 3).
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ETP-F2

Evapotranspiracdo potencial (mm) acumulada dos
decéndios da fase de crescimento 2 (vide Tabelas 2 e 3).

ETP-F3

Evapotranspiracdo potencial (mm) acumulada dos
decéndios da fase de crescimento 3 (vide Tabelas 2 e 3).

ETP-F4

Evapotranspiracdo potencial (mm) acumulada dos
decéndios da fase de crescimento 4 (vide Tabelas 2 e 3).

ETP-F5

Evapotranspiracdo potencial (mm) acumulada dos
decéndios da fase de crescimento 5 (vide Tabelas 2 e 3).

ETP_T

Evapotranspiracdo potencial (mm) acumulada de todas as
fases de crescimento (vide Tabelas 2 e 3).

ARM-F1

Armazenamento de agua disponivel no solo (mm) médio
dos decéndios da fase de crescimento 1 (vide Tabelas 2 e
3).

ARM-F2

Armazenamento de &gua disponivel no solo (mm) médio
dos decéndios da fase de crescimento 2 (vide Tabelas 2 e
3).

ARM-F3

Armazenamento de agua disponivel no solo (mm) médio
dos decéndios da fase de crescimento 3 (vide Tabelas 2 e
3).

ARM-F4

Armazenamento de agua disponivel no solo (mm) médio
dos decéndios da fase de crescimento 4 (vide Tabelas 2 e
3).

ARM-F5

Armazenamento de agua disponivel no solo (mm) médio
dos decéndios da fase de crescimento 5 (vide Tabelas 2 e
3).

ARM_T

Armazenamento de agua no solo (mm) médio de todas as
fases de crescimento (vide Tabelas 2 e 3).

ETR-F1

Evapotranspiracéo real (MJ m? dia™) acumulada de todos
os decéndios da fase de crescimento 1 (vide Tabelas 2 e
3).

ETR-F2

Evapotranspiragéo real (MJ m~ dia™!) acumulada de todos
os decéndios da fase de crescimento 2 (vide Tabelas 2 e
3).

ETR-F3

Evapotranspiracéo real (MJ m?dia™) acumulada de todos
os decéndios da fase de crescimento 3 (vide Tabelas 2 e
3).

ETR-F4

Evapotranspiragéo real (MJ m~ dia™) acumulada de todos
os decéndios da fase de crescimento 4 (vide Tabelas 2 e
3).

ETR-F5

Evapotranspiracdo real (MJ m~? dia™) acumulada de todos
os decéndios da fase de crescimento 5 (vide Tabelas 2 e
3).

ETR_T

Evapotranspiracdo real (MJ m* dia™) acumulada de todas
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as fases de crescimento (vide Tabelas 2 e 3).

DEF-F1 Déficit hidrico (mm) acumulado dos decéndios da fase de
crescimento 1 (vide Tabelas 2 e 3).
DEF-F2 Déficit hidrico (mm) acumulado dos decéndios da fase de
crescimento 2 (vide Tabelas 2 e 3).
DEF-F3 Déficit hidrico (mm) acumulado dos decéndios da fase de
crescimento 3 (vide Tabelas 2 e 3).
DEF-F4 Déficit hidrico (mm) acumulado dos decéndios da fase de
crescimento 4 (vide Tabelas 2 e 3).
DEF-F5 Déficit hidrico (mm) acumulado dos decéndios da fase de
crescimento 5 (vide Tabelas 2 e 3).
DEF T Déficit hidrico (mm) acumulado de todas as fases de
crescimento (vide Tabelas 2 e 3).
ETR_ETC-F1 Relac&o entre evapotranspiragédo real e evapotranspiragao
da cultura, como medida do déficit hidrico relativo para a
fase de crescimento 1 (vide Tabelas 2 e 3).
ETR_ETC-F2 Relacdo entre evapotranspiracao real e evapotranspiracao
da cultura, como medida do déficit hidrico relativo para a
fase de crescimento 2 (vide Tabelas 2 e 3).
ETR_ETC-F3 Relac&o entre evapotranspiracédo real e evapotranspiracao
da cultura, como medida do déficit hidrico relativo para a
fase de crescimento 3 (vide Tabelas 2 e 3).
ETR_ETC-F4 Relacdo entre evapotranspiracao real e evapotranspiracao
da cultura, como medida do déficit hidrico relativo para a
fase de crescimento 4 (vide Tabelas 2 e 3).
ETR_ETC-F5 Relac&o entre evapotranspiragcao real e evapotranspiracao
da cultura, como medida do déficit hidrico relativo para a
fase de crescimento 5 (vide Tabelas 2 e 3).
ETR ETC T Relacdo entre evapotranspiracao real e evapotranspiracao
da cultura, como medida do déficit hidrico relativo para
todas as fases de crescimento (vide Tabelas 2 e 3).
CALCARIO Aplicacao de calcério (% da éarea do bloco em questéo)
FOSFATO Aplicacao de fosfato (% da area do bloco em questéo)
GESSO Aplicacdo de gesso (% da area do bloco em questéo)
INSETICIDA Aplicacao de inseticida (% da area do bloco em questéo)
VINHACA Aplicacéo de vinhaca (% da area do bloco em questéo)

consolidado$TCHREAL

Produtividade observada da cana de agucar (TCH)




