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RESUMO 

 

Estratégias de mapeamento digital de solos por redes neurais artificiais  
baseadas na relação solo-paisagem 

 

A escassez de informações do solo que permitam o seu uso adequado, seja 
para fins agrícola, ambiental ou de projeto urbanos, pode ser minimizada com 
soluções provenientes do desenvolvimento de novas tecnologias. Nesse sentido, o 
presente estudo teve como objetivo aplicar duas estratégias digitais para obtenção 
de mapas de solos preliminares em áreas onde não foram realizados levantamentos 
pedológicos convencionais. As estratégias foram executadas com base em variáveis 
ambientais que estabelecem relações entre ocorrência de solos e suas posições na 
paisagem. A área de estudo compreendeu o município de Barra Bonita-SP, 
totalizando 11.072 ha. Para uso na predição dos solos pela técnica de Redes 
Neurais Artificiais (RNA) foram utilizadas as variáveis: declividade, elevação, perfil 
de curvatura, plano de curvatura e índice de convergência derivados de um Modelo 
Digital de Elevação (MDE), além das informações de geologia e das superfícies 
geomórficas identificadas na região. Na primeira estratégia, por meio de uma análise 
de agrupamento (Fuzzy k-médias) das variáveis, foram escolhidas cinco áreas 
chaves distribuídas na área de estudo, nas quais foi realizado levantamento de solos 
de nível semidetalhado para reconhecimento das unidades de mapeamento. Na 
estratégia 2, elaborou-se um mapa de solos de nível detalhado a partir de dados 
pré-existentes de apenas uma área chave, localizada no centro da região. Com a 
identificação das unidades de mapeamento foram gerados arquivos de treinamento 
e testes das redes neurais. Utilizou-se o simulador JavaNNS e o algoritmo de 
aprendizado “backpropagation”. Conjuntos de variáveis ambientais foram testados, 
avaliando a importância de cada variável na discriminação dos solos. A rede que 
exibiu melhor desempenho do índice Kappa foi utilizada para generalização de suas 
informações, obtendo os mapas digitais de solos. Pela aplicação de tabulação 
cruzada foram analisadas as correspondências espaciais entre os mapas digitais e 
um mapa convencional nível semidetalhado da região. Foram coletados pontos de 
referência para validar o desempenho dos mapas digitais. De acordo com a posição 
na paisagem e material de origem subjacente, notou-se tendência na ocorrência das 
classes de solos nas áreas chaves mapeadas. A mesma disposição dos solos foi 
observada nas classificações digitais. Os atributos do terreno elevação e declividade 
exibiram maior influência na distinção entre os solos pelas redes neurais em ambas 
as estratégias. A comparação com pontos de referência mostrou que o mapa digital 
produzido com base em unidades de mapeamento provenientes de abordagem 
convencional detalhada teve um desempenho superior (81,8% de concordância) ao 
mapa baseado em levantamento pedológico de nível semidetalhado (72,7%). Este 
estudo mostrou que a obtenção de mapas digitais de solos, com uso de variáveis 
ambientais que expressem a relação solo-paisagem, pode contribuir para a geração 
de informações preliminares do solo em locais não mapeados, a partir de unidades 
de mapeamento obtidas em áreas adjacentes. 

 
Palavras-chave: Mapa digital de solos; Inteligência artificial; Atributos 

geomorfométricos 
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ABSTRACT 

 
Strategies for digital soil mapping by artificial neural networks  

based on soil-landscape 
 

The scarcity of land information to enable its proper use, whether for 
agricultural, environmental and urban design, can be minimized by solutions from the 
development of new technologies. Accordingly, this study aimed to apply two 
strategies to obtain digital maps of soil in areas where no preliminary surveys were 
carried out conventional pedological. The strategies were implemented based on 
environmental variables that establish relations between the occurrence of soils and 
their positions in the landscape. The study area comprised the municipality of Barra 
Bonita, SP, totaling 11,072 ha. For use in the prediction of soil by the technique of 
Artificial Neural Networks (ANN) were used variables: slope, elevation, profile 
curvature, plan curvature and convergence index derived from a Digital Elevation 
Model (DEM), in addition to information geology and geomorphic surfaces identified 
in the region. In the first strategy, through a cluster analysis (Fuzzy k-means) of 
variables, we selected five key areas distributed in the study area, soil survey being 
conducted semi-detailed level at these sites for recognition of the map units. In 
strategy 2, a map was drawn up detailed level of soil from pre-existing data of only 
one key area, located in the center of the region. Identifying the map units were 
generated files for training and testing of neural networks. Was used the simulator 
JavaNNS and learning algorithm "backpropagation”. Sets environmental variables 
were tested by assessing the importance of each variable to predict soil. The network 
showed better performance for the Kappa index was used to generalize their 
information, obtaining the digital soil maps. By applying cross tabulation analyzed the 
spatial correspondence between the digital maps and a conventional map of the 
region. Reference points were collected to validate the performance of digital 
maps. According to the position in the landscape and the underlying source material, 
was noticed a tendency of occurrence of soil classes in key areas mapped. The 
same arrangement was observed in the soil classifications digital. The attributes of 
the terrain elevation and slope exhibited a greater influence on the distinction 
between the soil by the neural networks in both strategies. The comparison with 
reference points showed that the digital map produced based on mapping units from 
the conventional approach detailed outperformed (81.8% agreement) to the map 
based on pedological survey of semi-detailed level (72.7 %). This study showed that 
to obtain digital maps of soils, use of environmental variables that express the soil-
landscape relationship, may contribute to the generation of information preeliminares 
soil in areas not mapped from map units obtained from adjacent areas. 
 

Keywords: Digital soils map; Artificial intelligence; Attributes geomorphometric 
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1 INTRODUÇÃO 

 

O conhecimento sobre as propriedades e atributos dos solos assume 

extrema importância na adoção de práticas adequadas de manejo, visando 

sustentabilidade do meio ambiente e maior eficiência na produção de alimentos. 

Problemas como erosão, contaminação do lençol freático, baixas produtividades em 

locais de alto potencial produtivo, entre outros fatores de caráter ambiental ou de 

produção, podem ser reduzidos ou até mesmo evitados com o uso de informações 

do solo. Neste sentido, destacam-se os levantamentos pedológicos como importante 

ferramenta por permitir a avaliação das limitações e do potencial de cada solo, 

prevenindo risco diante de um mau uso do mesmo, assim como permitindo a 

viabilização de projetos, planejamento de práticas agrícolas e conservação 

ambiental. 

Pode-se dizer que o Brasil é um país totalmente carente de mapas de 

solos com nível de detalhe adequado a estudos em escala municipal (OLIVEIRA, 

1999). Fatores como o declínio no número de pedólogos, o alto custo e o tempo 

demorado na realização dos levantamentos pedológicos tem contribuído para 

escassez dessas informações no contexto das ciências naturais (DEBELLA-GILO; 

ETZELMÜLLER, 2009). 

 Com o avanço tecnológico algumas alternativas vem sendo aplicadas 

para a geração de informações que minimizem problemas de incompatibilidade entre 

informação do solo e o manejo adotado. Tais alternativas são baseadas no uso de 

Sistema de Informação Geográfica (SIG) e técnicas de sensoriamento remoto, 

aliadas ao uso de algoritmos matemáticos que estabelecem relações entre os 

fatores e processos de formação dos solos e suas ocorrências na paisagem. Isto 

resulta no que pode ser denominado de Mapeamento Digital de Solos (MDS). 

Uma importante técnica empregada na obtenção de mapas digitais 

constitui das Redes Neurais Artificiais (RNA). Estas realizam processamento de 

dados de maneira semelhante aos neurônios do cérebro humano (ZHU, 2000), 

permitindo o estabelecimento de relações matemáticas entre variáveis ambientais e 

classes de solos (COELHO, 2010). Dentre as inúmeras variáveis que vem sendo 

aplicadas no MDS, destacam-se os atributos derivados dos Modelos Digitais de 

Elevação (MDE) e as informações geológicas. Dessa forma, a predição de solos tem 

se baseado na relação solo-paisagem. Segundo Hudson (1992) a modelagem solo-
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paisagem apresenta-se como um paradigma para o levantamento de solos e para o 

entendimento de seus padrões naturais, sendo tais modelos combinados com banco 

de dados e SIGs na tentativa de se predizer a distribuição espacial e variação das 

propriedades dos solos. 

No mapeamento de solos convencional o pedólogo coleta evidências 

das variáveis ambientais relacionadas aos processos e fatores de formação dos 

solos e gera uma hipótese a respeito da ocorrência destes. Tal processo varia de 

acordo com o modelo mental da relação solo-paisagem que cada pedólogo dispõe e 

das variáveis em que ele acredita manter maior relação com a ocorrência de solos. 

De maneira semelhante, a inserção de dados quantitativos que expressem os 

fatores de formação, em sistemas de inteligência artificial, prediz a partir de um 

processo de aprendizagem a ocorrência dos solos (ZHU, 2000; CHAGAS; 

CARVALHO JÚNIOR; BHERING, 2011; CHAGAS et al., 2010). Dessa forma, o 

trabalho tem por objetivo obter mapas digitais de solos com uso de RNA em função 

de variáveis que exprimam a relação solo-paisagem, com o intuito de reduzir a 

escassez de informações dos solos em áreas não mapeadas. Os objetivos 

específicos são: avaliar os desempenhos das variáveis aplicadas e dos níveis de 

detalhamento de mapas convencionais utilizados na predição das unidades 

mapeadas digitalmente. 

Como hipótese, espera-se que: (a) a relação entre variáveis ambientais 

e ocorrência de solos na paisagem, estabelecida pelas redes neurais a partir de 

áreas menores, possa ser generalizada para áreas maiores e adjacentes, obtendo a 

classificação das unidades de mapeamento com qualidade.  Assim, os mapas 

digitais de solos apresentarão coerência com a realidade de campo, devido serem 

gerados a partir de informações obtidas em levantamentos pedológicos 

convencionais; (b) as variáveis exibam comportamento distinto entre as unidades de 

mapeamento, contribuindo na separação das classes pela RNA; (c) o subsídio de 

informações provenientes de mapas de solos mais detalhados melhorem os 

resultados obtidos.  
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2 REVISÃO BIBLIOGRÁFICA 

 
2.1 Mapeamento digital de solos 

 
O mapeamento digital de solos tem surgido como uma área na que o 

mapeamento de solos é otimizado através da aplicação de metodologias 

pedométricas as quais possuem uma forte base matemática e estatística, com a 

aplicação do conhecimento em pedologia. Estas metodologias incorporam 

informações do ambiente as quais podem influir em determinadas condições do solo, 

podendo ser relacionadas às funções de predição de solos.  

O primeiro modelo preditivo descrito foi o fatorial postulado por Jenny 

(1941). Nesta função clássica em pedologia, os fatores que determinam a formação 

do solo (S) são: clima (cl), organismos (o), relevo (r), material parental (p) e tempo 

(t), S = f(cl, o, r, p, t) ou sclorpt. Desde a aparição deste modelo, estudos tem sido 

desenvolvidos com o objetivo de estabelecer de forma quantitativa as relações entre 

estes fatores e o solo. Com o desenvolvimento dos sistemas de informação 

geográfica (SIG), as relações espaciais destes fatores começaram a ser mais 

exploradas. Desta forma, o componente espacial teve um grande impacto na 

compreensão dos fatores de formação, sobretudo quando relacionado ao relevo. A 

inserção de modelos digitais de elevação em SIG potencializou as pesquisas das 

relações entre o solo e parâmetros do terreno, e a compreensão das relações 

espaciais entre atributos pertencentes aos fatores de formação foi favorecida pela 

incorporação de metodologias geoestatísticas. 

 Em relação à predição espacial do solo McBratney; Mendonça e 

Minasnya (2003) indicam que: (1) de forma geral, têm sido facilmente encontradas 

relações quantitativas entre o solo e a topografia, não obstante existe evidência de 

relações quantitativas com os outros quatro fatores de formação do solo; (2) em 

geral, as relações entre os fatores de formação e o solo não podem ser assumidas 

como lineares; (3) poucos trabalhos têm sido desenvolvidos em relação à interação 

entre fatores; (4) os solos podem ser preditos espacialmente a partir da sua posição 

geográfica usando uma variedade de técnicas; (5) os solos podem ser preditos a 

partir de outros atributos em um mesmo ponto geográfico; (6) o solo pode ser predito 

a partir dele mesmo, outros atributos do solo e atributos ambientais de locações 

vizinhas. 
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 Diante de tal fato, estes autores propuseram uma modificação ao 

modelo clorpt de Jenny. Esta modificação inclui dois fatores dos quais o solo pode 

ser inferido, sendo eles: espacial, devido a que o solo pode ser predito a partir de 

informações vizinhas; solo, devido a que o solo pode ser predito a partir de seus 

próprios atributos, ou os atributos podem ser preditos a partir das classes ou outras 

propriedades (MCBRATNEY; MENDONÇA; MINASNYA, 2003). Desta forma o solo 

(S) é uma função do solo (s), clima (c), organismos (o), relevo (r), material parental, 

idade ou tempo (a) e da sua posição no espaço (n). Este novo enfoque do modelo 

diretamente derivado do clorpt de Jenny recebe o nome de modelo scorpan, o qual 

pode ser escrito como: 

 

Sc= f(s,c,o,r,p,a,n) ou Sa = f(s,c,o,r,p,a,n) 

Em que: 

Sc são as classes de solos; 

Sa são os atributos do solo. 

 

 Os mapas digitais de solos não são produtos estáticos, podendo ser 

modificados de forma contínua na medida em que novas informações (referentes às 

áreas de mapeamento) vão sendo disponibilizadas e incorporadas nas bases de 

dados. Assim, a acurácia destes mapas pode ser melhorada com menor custo e de 

forma rápida (SCHMIDT; BEHRENS; SCHOLTEN, 2008; HANSEN et al., 2009). A 

significativa diminuição de custos do mapeamento digital em relação ao 

convencional faz com que áreas de maior tamanho possam ser mapeadas com o 

mesmo investimento usado em áreas menores e que o monitoramento do solo possa 

ser mais frequente. 

 

2.2 Modelo digital de elevação e atributos do terreno 

 
A identificação de formas de terreno é tradicionalmente realizada por 

julgamentos em termos qualitativos, baseando-se nas descrições obtidas na fase de 

interpretação da paisagem. Métodos paramétricos são também possíveis e de 

grande interesse, pois fornecem uma base mais objetiva e uniforme para a 

identificação de sistemas terrestres. Doyle (1978) definiu os modelos que 

representam graficamente o relevo da superfície terrestre como um arranjo ordenado 
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de números, que reproduzem a distribuição espacial das características do terreno. 

Quando a característica do terreno é o relevo estimado pela sua cota ou altitude, tais 

modelos são denominados de Modelo Digital de Elevação (MDE). Este pode ser 

considerado como uma representação quantitativa digital da variação contínua do 

relevo sobre o espaço (GALLANT; WILSON, 2000). 

 Algumas das vantagens da utilização da análise digital do terreno sobre 

o método tradicional de análise estereoscópica de fotografias aéreas consistem na: 

rapidez e economia para quantificação e classificação de dados do relevo, com 

definição automática ou semi-automática das unidades morfológicas da paisagem 

(MCBRATNEY; MENDONÇA-SANTOS; MINASNYA, 2003) capacidade de explicar 

as relações existentes entre as propriedades dos solos e as formas da paisagem; 

rapidez e facilidade para correções em mapas de solos; facilidade de interpretação 

das mudanças graduais e contínuas das propriedades dos solos; disponibilidade de 

produtos de informações digitais (ZHU et al., 2001). 

As características do relevo podem ser divididas em atributos primários 

e secundários, sendo que no primeiro caso são diretamente calculados a partir de 

um MDE, enquanto no outro a obtenção é feita pela combinação entre alguns 

atributos primários. A declividade, plano e perfil de curvatura, orientação da vertente 

e área específica de contribuição são alguns exemplos de atributos primários. Para 

os secundários tem-se o índice de umidade, índice de transporte de sedimentos, 

entre outros (MOORE et al., 1993). 

Vários são os trabalhos que relacionam o comportamento dessas 

variáveis morfométricas com um determinado padrão de ocorrência de atributos dos 

solos ou de classes de solos na paisagem (ZHU, 2000; CHAGAS, CARVALHO 

JÚNIOR; BHERING, 2011; THOMAS et al., 1999; SOUZA JÚNIOR; DEMATTÊ, 

2008; DEBELLA-GILO; ETZELMÜLLER, 2009). Isto devido estas variáveis serem 

consideradas como um importante atributo controlador dos processos pedogenéticos 

por influírem no comportamento da água no solo. A declividade, afeta diretamente a 

velocidade do fluxo superficial e sub superficial da água, mantendo estreita relação 

com o teor de água no solo e potencial de erosão e deposição, além de outros 

processos (GALLANT; WILSON, 2000). O perfil de curvatura tem como 

característica descrever a forma da vertente no sentido descendente, podendo ser 

côncavo, convexo ou retilíneo; indica a proporção de mudança de potencial, sendo 

importante para o escoamento da água e velocidade de processos de transporte de 
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sedimentos. Por sua vez, o plano de curvatura, que pode ser classificado como 

convergente, divergente ou planar, está relacionado com a concentração e 

dispersão de água na paisagem. Ou seja, a curvatura se relaciona com os diferentes 

regimes de umidade, característica fundamental para uma avaliação mais precisa da 

distribuição dos solos na paisagem (HALL, 1983). Os índices de convergência 

topográfica indicam o acúmulo relativo da umidade na paisagem, expressando uma 

medida da tendência da água de superfície acumular-se ou não em diferentes locais 

(WOLOCK, 1993). Sua utilidade consiste em apresentar graficamente a estrutura 

morfológica de uma área, definindo locais de ocorrência de cordilheiras e vales 

(KISS, 2004). 

O mapeamento do solo realizado de forma automatizada, resultando no 

que é denominado de Mapeamento Digital de Solos, faz uso de variáveis ambientais 

derivadas de um MDE para a predição espacial de classes de solos (SANCHEZ et 

al., 2009). Chagas et al. (2010) utilizaram os atributos topográficos elevação, 

declividade, aspecto, plano de curvatura e índice topográfico, junto à índices 

derivados de uma imagem Landsat 7, no mapeamento digital de solos com uso de 

redes neurais. Os autores observaram que o grupo de variáveis discriminantes 

contendo apenas os atributos do terreno apresentou melhores resultados na 

discriminação dos solos em relação ao grupo com apenas os índices derivados da 

imagem. Nesse trabalho, a declividade e a elevação foram os que mais contribuíram 

para melhorar o desempenho na classificação de solos. 

Sirtoliet al. (2008) avaliaram as relações ocorrentes entre alguns 

atributos do terreno e os solos mapeados na região da Bacia Sedimentar de 

Curitiba, como auxílio na compreensão da distribuição dos solos na paisagem com 

distintas características. A declividade foi o atributo que melhor se correlacionou com 

as unidades de solos. Os perfis e planos de curvatura apresentaram particularidades 

para as classes dos Latossolos, Cambissolos e associação entre Gleissolos e 

Organossolos. No padrão estabelecido para a ocorrência de solos nas encostas da 

região estudada, os Latossolos se situaram nas posições mais elevadas, solos de 

caráter hidromórfico nas posições baixas e os Cambissolos nas posições 

intermediárias.   

Rizzo (2011) obteve resultado classificado como muito bom, de acordo 

com o índice Kappa, na comparação entre um mapa de solos obtido por metodologia 

convencional e o mapa digital de solos gerado por atributos do terreno. Os atributos 
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utilizados foram: declividade, poder de fluxo d’água, curvatura, fator LS e índice de 

saturação topográfico. A estratégia de mapeamento aplicada pelo autor representou 

de maneira coerente a variabilidade espacial dos solos. 

Ten Caten et al. (2009) utilizaram regressões logísticas múltiplas na 

espacialização de classes de solos em função de nove atributos do terreno 

derivados de um MDE. Concluíram que a modelagem linear generalizada possui 

potencial para gerar mapas de solos com padrão similar ao existente no mapa 

utilizado para treinar os modelos. Figueredo et al. (2008), aplicando a mesma 

técnica, fizeram uso dos atributos elevação, declividade, curvatura, distância dos 

rios, índice de umidade topográfica, comprimento de fluxo de escoamento e índice 

de poder de escoamento na predição de ocorrência e distribuição de classes de 

solos. A comparação entre o mapa digital e o mapa convencional apresentou 

elevada correspondência, reforçando a ideia de que o modelo gerado adequou-se 

na tentativa de aproximar as pedoformas estimadas às pedoformas originais.   

 Acurácia de 61% entre mapa digital e convencional foi obtido por 

Crivelenti (2009) empregando um modelo de predição de unidades de mapeamento 

de solos baseado na análise hierárquica do tipo árvores de decisão. As variáveis 

ambientais aplicadas na estratégia digital constituíram de parâmetros 

geomorfométricos derivados de um Modelo Digital de Elevação, mapa geológico e 

dados oriundos de levantamento de solos pré-existente. A influência das variáveis 

na predição das unidades de mapeamento decresceu na seguinte sequência: 

formação geológica, distância diagonal de drenagem, declividade, perfil de 

curvatura, plano de curvatura e área de contribuição da bacia. 

De acordo com o exposto, fica evidente o emprego de atributos do 

terreno, derivados de um MDE, como variáveis ambientais em estratégias de 

mapeamento digital de solos. O uso dessas informações do terreno pode ser 

acompanhado de outras variáveis que expressem alguma relação com os fatores de 

formação dos solos. 

 
2.3 Relação solo-paisagem 

 

O mapeamento de solos há muito tempo tem se fundamentado nas 

relações existentes entre a ocorrência de solos e a paisagem (IPPOLIT et al., 2005), 

o que evidencia a importância do estudo do comportamento entre si dos aspectos 
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pedológicos, geológicos e geomorfológicos sobre a compreensão da distribuição das 

unidades de mapeamento de solos na paisagem (TERAMOTO; LEPSCH; VIDAL-

TORRADO, 2001). 

Informações de parâmetros geomorfológicos em levantamentos 

pedológicos e em estudos de variabilidade espacial dos solos são capazes de 

melhorar os resultados obtidos, tanto pela identificação das superfícies geomórficas, 

que exprime a idade relativa dos solos, quanto pelo reconhecimento da coluna lito-

estratigráfica e do material de origem (DANIELS; GAMBLE; CADY, 1971; 

GERRARD, 1993). No modelo de paisagem proposto por Ruhe (1969) e Daniels; 

Gamble e Cady (1971) superfície geomórfica é definida como sendo uma porção de 

terra que é definida no espaço e no tempo. 

Além disso, o entendimento das relações entre solo e superfície 

geomórfica pode subsidiar levantamentos de solo por possibilitar a predição da 

feição pedológica de áreas ainda não investigadas, na tentativa de identificar a 

topossequência típica e o padrão de distribuição espacial dos solos e seus atributos 

em uma região (MOTTA et al., 2002). 

Nesse contexto, a compartimentação da paisagem tem sido 

considerada importante ferramenta à identificação e mapeamento de áreas com 

solos homogêneos (CAMPOS et al., 2007). Diversos autores tem se dedicado ao 

estudo da compreensão da dinâmica e distribuição dos solos na paisagem 

(RODRIGUES; KLANT, 1978; LEPSCH; BUOL; DANIELS, 1977; VIDAL-TORRADO, 

1994; COELHO; LEPSCH; MENK, 1994; MARQUES JÚNIOR; LEPSCH, 2000). 

Teramoto; Lepsch e Vidal-Torrado (2001) estabeleceram relações entre 

superfícies geomórficas, unidades de mapeamento de solos e litologia em uma 

microbacia na região de Piracicaba, SP. Após identificação de dez unidades de 

mapeamento e cinco superfícies geomórficas, verificaram que quanto mais velha e 

estável a superfície menor era a variação de alguns atributos do solo, e que a 

evolução pedogenética foi maior com o aumento da idade da superfície. 

Constataram também que a variabilidade dos atributos químicos e físicos dos solos 

na camada de 60-80 cm mostrou-se litodependente. Por sua vez, os atributos 

morfológicos foram determinados principalmente pelo relevo.   

Lepsch; Buol e Daniels (1977) observaram relação entre a ocorrência 

de unidades de mapeamento e das superfícies geomórficas identificadas numa 

região do Planalto Ocidental Paulista. Em um pequeno platô de relevo muito suave e 



 23

de provável origem deposicional foram mapeados os Oxisols, também ocorrentes 

em uma superfície a sudoeste desse local com colinas suaves onduladas. Na borda 

do platô, com declividades entre 2 a 8% e de origem erosional identificaram um 

complexo de Alfisols e Ultisols. Nas encostas que cortam abaixo dessa última 

superfície e em relevo mais acidentado, foram mapeados Alfisols e Ultisols abruptos 

e, na última superfície localizada mais ao pé da encosta e adjacente ao canal de 

drenagem ocorreram os Mollisols e um complexo de Ultisols. Verificaram, portanto, 

que cada superfície geomórfica exibiu comportamento distinto quanto à ocorrência 

de unidades mapeadas, possibilitando a determinação de um padrão de distribuição 

de solos na região. 

No que diz respeito aos atributos pedológicos, a topografia do terreno 

configura-se no indicador mais importante sobre as propriedades do solo (MULLA; 

MCBRATNEY, 1999). Por interferir na drenagem, nos movimentos verticais e 

horizontais da água e, consequentemente, nos processos pedogenéticos, as formas 

do relevo promovem variações nos atributos químicos, físicos, biológicos e 

mineralógicos do solo, os quais estão condicionados à dinâmica da água em 

superfícies e subsuperfícies (BLASZCZYYNSKI, 1997; BUI, 2004). Salienta-se, 

desta forma, a utilidade do aspecto topográfico da área para melhor compreensão 

das características distintas dos solos.  

Cunha et al. (2005) relacionaram três superfícies geomórficas, 

identificadas em uma vertente de sequência litoestratigráfica arenito-basáltica, com 

os atributos físicos, químicos e mineralógicos de Latossolos. As variações dos solos 

na transeção estudada foram influenciadas pela idade das superfícies, inclinação do 

terreno e litologia. As diferentes taxas de Fed/Fes obtidas nos solos mapeados 

comprovaram que superfícies mais velhas exibem solos mais intemperizados. 

Sanchez et al. (2009) caracterizou a variabilidade espacial de atributos 

do solo em diferentes pedoformas na região de Catanduva, SP. Nas pedoformas 

côncavas foi encontrada maior variabilidade espacial e maiores valores médios para 

atributos químicos e espessura do horizonte A+E. Por outro lado, menores teores de 

argila ocorreram nesses locais, demonstrando que a forma do relevo condicionou 

padrões diferenciados na variabilidade dos atributos estudados. De acordo com os 

autores, o relevo condicionou o fluxo de água e de solutos do solo, apresentando 

maior convergência nas formas côncavas, que por sua vez afetou a variabilidade 

espacial dos atributos do solo.  



 24 

Campos; Marques Júnior e Pereira (2010) estudaram as influências 

das superfícies geomórficas na distribuição espacial dos atributos dos solos na 

região de Pereira Barreto, SP. Os resultados obtidos pelos autores mostraram que 

os atributos areia fina e areia grossa apresentaram distribuição espacial coincidente 

com as superfícies geomórficas estudadas, assim como os teores de argila e silte. O 

mesmo foi constatado para os atributos químicos: soma de bases (SB), pH, 

saturação de bases (V%), capacidade de troca catiônica (CTC) e o teor de matéria 

orgânica, nas profundidades de 0-25 cm e 80-100 cm, aumentando gradualmente da 

superfície mais antiga para a mais jovem. Os autores concluíram que a 

complexidade e variabilidade dos solos são inversamente proporcionais à idade da 

superfície.  

 
2.4 Redes Neurais Artificiais (RNA) 

  
 No campo de pesquisa denominado de Inteligência Artificial, as Redes 

Neurais Artificiais (RNA) é uma técnica de programação fundamentada em um 

modelo inspirado na estrutura neural de organismos inteligentes e que adquirem 

conhecimento por meio da experiência (NUNES, 2003). Nesses organismos, cada 

neurônio é uma estrutura simples que permite três funções básicas: entrada, 

processamento e saída de sinais, realizadas nos dendritos, núcleo e axônio, 

respectivamente. Os dendritos são conexões que enviam sinais de entrada para os 

neurônios e o núcleo é o processador dessas informações. Caso o valor resultante 

da soma dos sinais esteja acima de certo limiar, o neurônio é excitado e tende a 

propagar o estímulo recebido. Os axônios são os canais de saída e estão ligados 

aos dendritos de outros neurônios através de sinapses. 

Semelhante ao cérebro humano, a técnica de RNA adquire 

conhecimento por meio de um processo de aprendizado de sua rede formada por 

elementos de processamento (neurônios). Este conhecimento, relacionado às 

intensidades das conexões entre os neurônios, é denominado de pesos sinápticos 

(HAYKIN, 1994). As funções, o comportamento e a forma de um neurônio biológico 

são simuladas na estrutura lógico-matemática de um neurônio artificial. Assim, os 

dados de entrada correspondem aos dendritos, cujas ligações com o núcleo são 

realizadas através de elementos chamados pesos. Os estímulos que são captados 

pela camada de entrada são processados por uma função soma, sendo que o limiar 
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de disparo do neurônio biológico corresponde à função de ativação (SOUZA, 2006). 

Um esquema de um neurônio artificial pode ser verificado na Figura 1. 

  

 

 

Figura 1 - Modelo de um neurônio (HAYKIN, 1994) 

 

 Os sinais de entrada equivalem às variáveis utilizadas para a resolução 

de um problema. Para exemplificar, dentro do contexto do mapeamento digital de 

solos, esses sinais correspondem às variáveis ambientais declividade, elevação, 

geologia, entre outras informações que se relacionam com algum fator de formação 

dos solos. As sinapses são caracterizadas por um peso (w) que representa sua 

intensidade. O peso wkn tem como função multiplicar o sinal xn na entrada da sinapse 

n conectada a um neurônio k. O peso wkn é positivo se a sinapse associada é 

excitatória e negativo se a sinapse associada é inibitória. A função soma adiciona as 

entradas ponderadas pelos seus pesos respectivos, o que pode ser verificado na 

Equação 1: 

                                                                                                    (1) 

 

 O limiar (threshold), θk, tem papel determinante na saída do neurônio, 

sendo que, se o valor de uk for menor que este limiar, a saída do neurônio será 

inibida. Do contrário, o neurônio ficará ativo. A função de ativação tem como objetivo 

limitar a amplitude da saída de um neurônio, normalizando a entrada em um 
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intervalo fechado, normalmente entre [0,1] ou [-1,1]. A saída do neurônio (yk) pode 

ser representada pela Equação 2: 

                                                                                               (2) 

Em que: 

φ é a função de ativação. 

 

 De maneira resumida, as operações que ocorrem em um neurônio da 

rede constam da apresentação de sinais à entrada, onde cada sinal é multiplicado 

por um peso indicando sua influência na saída da respectiva unidade; uma soma 

ponderada dos sinais é calculada, produzindo um nível de atividade, sendo que, se 

este nível exceder um limite (threshold) é produzida uma saída pela unidade. 

 De acordo com Brown et al., (2000) as propriedades que fazem das 

RNA adequadas ao reconhecimento de padrões e à classificação de dados 

espaciais são: facilidade para análises de grandes conjuntos de dados; habilidade 

em extrair padrões ocultos em conjuntos de dados que poderiam ser imperceptíveis 

aos humanos e às técnicas estatísticas tradicionais; possibilidade de trabalhar com 

dados ruidosos, limitados, interdependentes ou não-lineares. Destaca-se também 

sua capacidade em generalizar informações, ou seja, apresentar bons resultados 

para padrões não utilizados durante a fase de treinamento da rede (VIEIRA, 2000). 

No contexto da aplicação de RNA na classificação de dados de sensoriamento 

remoto, Atkinson e Tatnall (1997) enfatizaram como principais vantagens a 

independência do tipo de distribuição, diferindo da abordagem estatística 

paramétrica tradicional (distribuição normal), e a habilidade na manipulação de 

dados adquiridos em diferentes níveis de precisão. 

Para a solução de um problema de aprendizado aplicando-se RNA, 

faz-se uso de um conjunto de regras bem definidas, denominado de algoritmo de 

aprendizado (BRAGA; CARVALHO; LUDERMIR, 1998). Haykin (1999) define 

aprendizagem como um processo pelo qual os parâmetros livres de uma rede neural 

são adaptados por meio de estímulos do ambiente em que a rede está inserida. O 

que difere substancialmente os vários tipos de algoritmos existentes para uso em 

modelos de redes neurais é a forma com que os pesos são atualizados. 

 Um algoritmo muito utilizado tem sido o backpropagation, também 

chamado de Regra Delta Generalizada, que realiza o aprendizado por correção do 



 27

erro. Este se baseia na retropropagação dos erros para que sejam efetuados os 

ajustes dos pesos. Ou seja, com a apresentação de um padrão à rede pela primeira 

vez, esta produz uma saída aleatória, sendo que a diferença entre a saída e o 

desejado constitui o erro (RAIA JR., 2000). 

À organização dos elementos constituintes da rede dá-se o nome de 

topologia ou arquitetura da RNA. Dentre as redes mais utilizadas pode ser citada a 

Perceptron Multicamadas, constituída de: uma primeira camada de entrada com 

função de armazenar e apresentar os dados de entrada (conjunto de variáveis) na 

rede; camada intermediária ou oculta, onde os processamentos ocorrem, através de 

conexões que ponderam as entradas por meio dos pesos; e camada de saída, que 

recebe os valores já processados (SIRTOLI, 2008). A Figura 2 exibe um esquema de 

uma RNA do tipo Perceptron Multicamadas, exemplificando uma rede para o 

mapeamento digital de solos, contendo: cinco neurônios na camada de entrada 

(representando as variáveis ambientais), cinco na oculta ou interna, e três na 

camada de saída (representando as unidades de mapeamento). 
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Figura 2 - Esquema de uma RNA com três camadas 

 

As etapas para aplicação das RNA são dividas em três momentos, 

denominados de treinamento, teste e generalização. Inicialmente, a rede aprende a 

resolver um conjunto de padrões de saída relacionados aos padrões de entrada. 

Nessa etapa são treinadas várias redes. Alguns dos fatores que caracteriza a 

diferença de uma rede para outra são: número de neurônios na camada de entrada 

(variáveis utilizadas) e na camada oculta; número de camada oculta; algoritmo de 

aprendizagem; ciclos de aprendizagem; entre outros. Num segundo momento, são 
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realizados testes estatísticos onde as saídas obtidas de novos padrões de entrada 

são comparadas às saídas desejadas, na pretensão de se validar cada rede treinada 

na primeira etapa. Por fim, a rede escolhida de acordo com a fase anterior é utilizada 

na resolução do problema, generalizando o conhecimento obtido. O treinamento é a 

única fase em que ocorre aprendizado, o qual se repete até a obtenção de 

resultados satisfatórios, ou seja, até que o especialista aceite os valores de erros 

gerados (MASTER, 1993). 

No que diz respeito à utilização da técnica de redes neurais para o 

mapeamento digital de solos, trabalhos como os de Chagas; Carvalho Júnior e 

Bhering (2011), Chagas et al. (2010), Sirtoli (2008), Carvalho Júnior (2005) e Zhu 

(2000) comprovaram o bom desempenho das RNA na predição de classes de solos. 

Nesses trabalhos foram utilizados como variáveis ambientais dados como: atributos 

do terreno derivados de um Modelo Digital de Elevação, informações da geologia e 

índices obtidos de sensores acoplados em satélites. 
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3 MATERIAL E MÉTODOS 

 

3.1 Caracterização da área de estudo 

 
O trabalho foi desenvolvido em uma região pertencente ao município 

de Barra Bonita, Estado de São Paulo, em uma área de 11.072 ha, entre as 

coordenadas UTM (Universal Transversa de Mercator) de 750.539,3 e 764.418,8 mE 

e 7.524.287,8 e 7.514.029,1 mN (fuso 22, Datum SAD 69) (Figura 3). O clima da 

região, baseada na classificação de Köppen, é do tipo Cwa, subtropical de altitude 

com inverno seco, com temperatura média máxima de 30,0°C no mês mais quente e 

média mínima de 12,2°C no mês mais frio. A pluviosidade média anual é de 1.471 

mm. A geologia é representada pela Formação Itaqueri composta 

predominantemente de arenitos de cimento argiloso e a Formação Serra Geral do 

Grupo São Bento, de basaltos, havendo dessecamento da cobertura arenítica do 

Itaqueri pela drenagem (IPT, 1981). A vegetação original de floresta latifoliada 

tropical semidecídua encontra-se substituída pela cultura da cana-de-açúcar. 

 

 

Figura 3 - Localização da área de estudo 
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3.2 Obtenção das variáveis ambientais para uso nas estratégias digitais 

 

3.2.1 Geração do modelo digital de elevação e atributos do terreno 
 

Um Modelo Digital de Elevação (MDE) foi gerado, permitindo que 

fossem derivados atributos do terreno para uso como variável ambiental nas 

estratégias de mapeamento digital. Para tanto, as informações de referência para a 

obtenção desse modelo foram extraídas de quatro cartas topográficas com escala 

1:10.000 (Instituto Geográfico e Cartográfico do Estado de São Paulo), referentes às 

Folhas Usina Lambari (SF-22-Z-B-II-4-SE-B), Campo Salles (SF-22-Z-B-II-4-SE-D), 

Mineiros do Tietê I (SF-22-Z-B-III-3-SO-A) e Mineiros do Tietê II (SF-22-Z-B-III-3-SO-

C). Estas foram escaneadas, inseridas em um banco de dados e georreferenciadas, 

sendo realizadas as digitalizações dos respectivos pontos cotados, curvas de nível 

com equidistância vertical de 5m e hidrografia. 

Nessa etapa, fez-se uso do SIG (Sistema de Informação Geográfica) 

ArcMap 9.3 (ESRI, 2006) com aplicação da função TOPO to RASTER, que é um 

método de interpolação especificamente desenhado para a criação de um MDE 

hidrologicamente consistente, baseado no programa ANUDEM desenvolvido por 

Hutchinson (1993). Esta função combina a eficiência de uma interpolação local, tal 

como o Inverso do Quadrado da Distância, com métodos de interpolação global que 

utilizam uma superfície de continuidade, como o interpolador Kriging (ESRI, 2006). 

Aplicou-se o procedimento FILL (ArcGis) para a correção de depressões espúrias. 

 Após a geração do modelo, foram derivados quatro atributos do 

terreno, sendo eles: declividade, perfil de curvatura, plano de curvatura (MOORE et 

al., 1991) e índice de convergência (KISS, 2004). A elevação foi obtida diretamente 

do MDE. Os atributos foram gerados com resolução espacial de 20 metros. Esse 

valor foi considerado adequado com a escala de trabalho utilizada e não resultou em 

demasiado tempo para processamento dos dados. 

 
3.2.2 Geologia 
 

Informações referentes à geologia da área foram obtidas por meio da 

digitalização de um mapa geológico com escala 1:500.000 (IPT, 1981) (Anexo A). 

Após georreferenciamento e vetorização do mapa, foi gerado um arquivo raster, com 
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resolução espacial de 20 metros, para posterior extração das informações de cada 

pixel e utilização como variável ambiental nas estratégias de mapeamento aplicadas.  

No arquivo raster, os pixels localizados nas áreas correspondentes ao 

arenito Itaqueri foram classificados com o valor numérico “1”, e os situados nas 

áreas de basalto da Formação Serra Geral receberam o valor “0”. Essa conversão 

deve-se à necessidade de inserção de dados quantitativos na camada de entrada 

das redes neurais. 

 

3.2.3 Superfícies geomórficas 
  

 A identificação das superfícies geomórficas foi realizada com o objetivo 

de se aplicar às RNA mais uma variável que expressasse relação com a ocorrência 

de solos na paisagem. Nessa informação está intrínseca a idade relativa dos solos 

(DANIELS; GAMBLE; CADY, 1971; TERAMOTO; LEPSCH; VIDAL-TORRADO, 

2001; CUNHA et al., 2005; MARQUES JÚNIOR; LEPSCH, 2000). Assim, foi 

adicionado indiretamente o fator de formação dos solos “tempo” como variável nas 

estratégias digitais aplicadas. 

Com base nas variações do relevo, identificando descontinuidades ou 

mudanças de gradientes nas inclinações das encostas, foram classificadas e 

delimitadas em um mapa as diferentes superfícies geomórficas ocorrentes na área 

de estudo. Isto se fez possível a partir de análise estereoscópica feita com 

fotografias aéreas na escala de 1:30.000. Como informação complementar analisou-

se o comportamento dos atributos do terreno derivados do MDE, as curvas-de-nível 

obtidas das digitalizações das cartas planialtimétricas e o conhecimento da 

estratigrafia local. Foram seguidos os critérios e conceitos estabelecidos por Ruhe 

(1969) e Daniels; Gamble e Cady (1971). 

O mapa com as superfícies foi digitalizado, georreferenciado e 

vetorizado, criando-se um arquivo raster com resolução espacial de 20 metros. Da 

mesma forma que os dados de geologia, os pixels com as informações das 

superfícies geomórficas foram classificados com valores numéricos para uso nas 

redes neurais. 
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3.3 Estratégia de mapeamento digital de solos 1 

 

 A Figura 4 apresenta um fluxograma com as atividades desenvolvidas 

na estratégia 1 para a obtenção do Mapa Digital de Solos 1 (MDS1). 
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Validação com uso 
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Figura 4 - Fluxograma para a estratégia 1 

 

3.3.1 Organização dos dados 
 

Com o objetivo de se obter uma planilha contendo os valores de cada 

variável ambiental em cada pixel, foi criado um banco de dados contendo os 

arquivos raster da elevação, declividade, índice de convergência, perfil de curvatura, 

plano de curvatura, geologia e superfície geomórfica. Cada arquivo foi convertido 

para um novo arquivo de pontos, possibilitando a extração das informações de cada 

pixel. Com isso, foi elaborada uma planilha no formato .xls denominada “planilha 

matriz”, na qual as variáveis foram alocadas em colunas e nas linhas foram alocadas 

os valores de cada variável em cada célula de 20X20m georreferenciada (Figura 5). 
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Figura 5 - Esquema de elaboração da planilha matriz 

 

3.3.2 Classificação não-supervisionada (Fuzzy k-médias) 
 

A partir dos dados da planilha matriz (com exceção da “superfície 

geomórfica”, pois foi gerada após a presente etapa) foi realizada uma análise de 

agrupamento Fuzzy k-médias (BEZDEK; EHRLICH; FULL, 1984). Nessa análise 

cada dado (informações do pixel) é reconhecido como pertencente em maior ou 

menor grau a todos os grupos criados (clusters). Esta técnica de classificação tem 

como característica não forçar o programador a definir regras rígidas com contatos 

normalmente artificiais que diminuem a habilidade de articular eficientemente 

soluções para problemas complexos, tão comuns em processos naturais 

(TANSCHEIT, 2011). 

O cálculo feito pelo algoritmo inicia-se a partir de valores pré-

selecionados de número clusters, número de interações e valor do coeficiente Fuzzy. 

Este coeficiente pondera quanto o grau de pertinência influencia na métrica de 

distância empregada, sendo tal grau um indicativo da relação entre um objeto e um 

cluster. Para a escolha do número de clusters que melhor se ajustassem aos dados, 

foi aplicado o cálculo do algoritmo para 5 a 10 classes e avaliado o índice de 

desempenho dos agrupamentos (ID) (XIE; BENI, 1991). No processamento da 

técnica Fuzzy foi utilizado o pacote estatístico e1071 (DIMITRIADOU et al., 2008), 

implementado no programa R (R DEVELOPMENT CORE TEAM, 2008). O cálculo 

do ID foi realizado no pacote estatístico Tiger (REUSSER, 2008). 
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A aplicação do algoritmo, em função da planilha matriz, número de 

clusters, interações e valor do coeficiente Fuzzy com melhor desempenho, resultou 

em um arquivo de saída registrando o cluster classificado em cada pixel. Esse 

arquivo foi inserido em ambiente SIG dando origem ao “Mapa de classes por 

agrupamento das variáveis ambientais”. Observando a localização e distribuição dos 

clusters no mapa, foram escolhidas cinco áreas chaves capazes de representar a 

variabilidade dos clusters na área de estudo. Nesses locais, realizou-se o 

mapeamento dos solos com uso de metodologia convencional. 

 

3.3.3 Mapeamento de solos pelo método convencional 
 

Em incursão ao campo, foram coletadas amostras nas profundidades 

de 0-20 cm e 80-100 cm com o uso de trado holandês, totalizando 28 pontos 

amostrais. Estas foram secas em estufa a 50 °C por 48 horas e peneiradas; as 

frações menores que 2 mm foram utilizadas para análises laboratoriais. A análise 

granulométrica foi realizada a pelo método do densímetro (CAMARGO et al., 1986), 

tendo sido determinados os teores de areia total, silte e argila. Para as análises 

químicas, determinou-se o pH em água e KCl e os teores de Ca2+, Mg2+, K+, Na+, 

Al3+, H+ + Al3+, P e matéria orgânica (MO) de acordo com Raij et al. (2001). Foram 

então calculadas a soma de bases (SB), capacidade de troca de cátions (CTC), 

saturação por bases (V%) e saturação por alumínio (m%). A cor da amostra úmida 

foi obtida utilizando-se um colorímetro Minolta CR - 300, com chip para cor Munsell 

(CAMPOS; DEMATTÊ; QUARTAROLI, 2003). 

De acordo com os resultados das análises granulométricas e químicas 

dos pontos amostrais, juntamente com observações de campo, foram estabelecidas 

as unidades de mapeamento e as respectivas classes de solos. As informações de 

campo consistiram de observações morfológicas de perfis de solos e de amostras 

extras que não foram analisadas em laboratório. As unidades foram classificadas até 

o 3º nível categórico (EMBRAPA, 2006) mais informação de textura, obtendo-se 

assim os mapas de solos para as cinco áreas chaves, em nível semidetalhado. 
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3.3.4 Aplicação da técnica de RNA 
 

O fluxograma apresentado na Figura 6 identifica as atividades 

realizadas na aplicação da técnica de RNA. 
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• Qual o número de neurônios na camada interna?

Mapa
Digital
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Figura 6 - Fluxograma das atividades na aplicação das RNA 

 

A primeira etapa para a aplicação da técnica foi a elaboração de 

arquivos contendo: (i) os dados para o treinamento de cada arquitetura de rede 

neural e (ii) os dados para a validação de cada uma delas. O arquivo de treinamento 

permite que o algoritmo estabeleça, por aprendizagem, uma relação entre as 

variáveis ambientais utilizadas em cada rede e as unidades de mapeamento. Já o de 

validação testa essa relação por meios estatísticos. Anterior a esta etapa e de modo 

a facilitar o processo de treinamento das RNA, as informações de cada variável no 

formato raster foram reescalonadas em um intervalo de 0 a 1. Com isso, evitou-se a 

saturação das redes neurais, uma vez que altos valores podem impedir a solução do 

problema; também foi prevenido que grandes variações de uma mesma variável 

pouco importante inibissem pequenas variações em outras variáveis (CHAGAS; 

CARVALHO JÚNIOR; BHERING, 2011). 

Após o reescalonamento, foram extraídas, em ambiente SIG, as 

informações contidas nos pixels de cada unidade de mapeamento identificada nas 

áreas chaves, originando os arquivos de treinamento e de validação para cada 

conjunto de variáveis utilizado na camada de entrada das redes neurais. Tais 

arquivos foram gerados de forma independente. Quanto ao tamanho de cada um, 

procurou-se seguir as recomendações de Zhu (2000). O autor preconiza que para o 

treinamento o número de pixels coletados em cada unidade de mapeamento deve 

ser 30 vezes o número de unidades estabelecidas no estudo. No caso da validação, 
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o valor dos pixels é 50% do obtido para o treinamento. Após coleta, os arquivos 

gerados foram convertidos para serem inseridos no software “Java Neural Network 

Simulator” (JavaNNS), o qual é baseado no “Stuttgart Neural Network Simulator 4.2 

Kernel” (ZELL et al., 1996). 

Os conjuntos de entrada aplicados no presente estudo foram: Todas as 

Variáveis (TV), Todas exceto Declividade (TV-D), Todas exceto Elevação (TV-E), 

Todas exceto Geologia (TV-G), Todas exceto Índice de Convergência (TV-IC), 

Todas exceto Perfil de Curvatura (TV-PfC), Todas exceto Plano de curvatura (TV-

PnC) e Todas exceto Superfície Geomórfica (TV-SG). Dessa forma pode-se avaliar a 

importância de cada variável na predição das unidades de mapeamento pela técnica 

aplicada. 

Por meio de tentativa e erro o número de neurônios na única camada 

interna foi sendo alterado a cada treinamento (HIROSE; YAMASHITA; HIJIYA, 

1991), sempre sendo avaliado o comportamento do erro quadrático médio (EQM) 

como critério para a continuação ou término dos treinamentos. O EQM mede a 

diferença entre os valores estimados e os valores desejados para o treinamento 

(Equação 3). 

 

                 EQM = 1 ∑(e - d)2                                            (3) 
                                                 n 

em que:  

e = valores estimados para cada pixel;  

d = valores desejados. 

 

O número de neurônios na camada de saída se manteve constante, 

sendo equivalente ao número de unidades de mapeamento identificadas nas áreas 

chaves. No treinamento das RNA aplicou-se o algoritmo de aprendizado 

backpropagation (VICENTE, 1999), com alocação aleatória dos pesos interneurônios 

entre -1,0 e 1,0 e taxa de aprendizado de 0,2. O número de ciclos de aprendizagem 

foi de 10 mil. 

Na etapa de testes foram realizadas análises estatísticas em cada uma 

das arquiteturas de rede treinadas. O objetivo foi avaliar o conhecimento adquirido 

em cada rede. Para tanto, foram utilizados os dados dos arquivos de validação 

gerados. As análises consistiram da avaliação do índice Kappa de todas as redes, 
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obtidos a partir de uma matriz de confusão (CONGALTON; GREEN, 1999), e da 

análise de uma matriz de significância obtida pelos resultados de Kappa e variância 

das redes de melhor desempenho em cada conjunto. Por meio da aplicação do teste 

estatístico Z, foi possível analisar a ocorrência de diferença significativa entre os 

valores de Kappa. Com base nos resultados estatísticos foi feita a escolha da rede 

com melhor desempenho, para uso na geração do MDS1. O resultado da matriz de 

confusão obtida para a rede escolhida foi apresentado, podendo ser analisado seu 

potencial em classificar as unidades de mapeamento em função das variáveis 

ambientais. 

Para a generalização das informações da rede neural optada, foram 

processados no software JavaNNS o arquivo referente a esta rede e um arquivo de 

imagem contendo as informações nos pixels dos arquivos raster. Nessa etapa, a 

rede, tendo sido treinada com as informações referentes às áreas chaves, é 

apresentada para todos os pixels da área de estudo, contendo cada um deles as 

informações das variáveis ambientais. Com isso, gera-se um arquivo de imagem 

final com a classificação de cada pixel de acordo com as relações entre as unidades 

de mapeamento e as variáveis ambientais estabelecidas pela rede. Essa imagem foi 

importada para o software ERDAS Imagine 9.2, após conversão para formato 

compatível com o programa, permitindo sua visualização e adequação de projeção 

cartográfica, resultando no MDS1. 

 

3.3.5 Comparação e validação do mapa digital de solos 
 

Foi gerada uma tabulação cruzada entre o MDS1 e um mapa de solos 

de escala 1:100.000 nível semidetalhado obtido por método convencional 

(ALMEIDA; OLIVEIRA; PRADO, 1982a; 1982b) (Anexo  B). O propósito foi o de 

verificar a correspondência espacial existente entre as unidades identificadas no 

mapa digital com as unidades do mapa convencional. A comparação foi feita de três 

maneiras: considerando a classificação dos solos até o segundo nível categórico (i), 

até o terceiro nível categórico (ii) até o segundo nível categórico mais a informação 

de textura (iii). Como no mapa semidetalhado foi utilizada um sistema de 

classificação anterior à Embrapa (2006), foi feita a correspondência entre ambas. 

De forma a validar o MDS1, foram coletadas amostras 

georreferenciadas nas profundidades de 0-20 cm e 80-100 cm em 22 pontos de 



 38 

referência, totalizando 44 amostras, distribuídas aleatoriamente sobre a área de 

estudo. Realizou-se análise granulométrica de acordo com Camargo et al. (1986) e 

obtenção da cor do solo com uso de colorímetro Minolta CR - 300, com chip para cor 

Munsell (CAMPOS; DEMATTÊ; QUARTAROLI, 2003). Tais observações foram 

classificadas até o segundo nível categórico, de acordo com Embrapa (2006). Após 

inserção dessas informações em um banco de dados, fez-se uma verificação do tipo 

“verdadeiro-falso” entre cada ponto classificado (verdade de campo) e sua 

respectiva localização no MDS1. Os solos foram comparados até o segundo nível 

categórico mais a informação de textura. 

 

3.4 Estratégia de mapeamento digital de solos 2 

 

 A Figura 7 apresenta um fluxograma com as atividades desenvolvidas 

na estratégia 2 para a obtenção do Mapa Digital de Solos 2 (MDS2). 
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Figura 7 - Fluxograma para a estratégia 2 

 

3.4.1 Obtenção das unidades de mapeamento 

 

Nessa estratégia foram utilizados dados obtidos no trabalho de Fiorio et 

al. (2003), que consistiram de resultados de análises físicas e granulométricas de 

uma área chave de aproximadamente 501 ha. Esta se localiza aproximadamente no 

centro da região do presente estudo. Os autores utilizaram uma grade regular de 

100 x 100 m demarcada no campo com distanciômetros (feixe de infravermelho), 

onde cada interseção da grade gerou um ponto de amostragem, perfazendo um total 
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de 473 pontos. Esses foram numerados, georreferenciados e amostrados com trado 

nas profundidades 0-20 cm e 80-100 cm, totalizando 946 amostras. Também foram 

realizadas avaliações de perfis para caracterização das unidades de mapeamento. 

Esses dados permitiram a classificação de cada ponto amostral de acordo com 

EMBRAPA (2006) e gerou um mapa de solos nível detalhado obtido com auxílio de 

uma grade de amostragem regular. 

As informações das análises e das classes de solos estabelecidas 

pelos autores foram inseridas em um SIG (ArcMap 9.3) para que fosse gerado um 

novo mapa de solos na área chave. Dessa forma, foram obtidas unidades de 

mapeamento na forma de polígonos e não em células de 100x100 m com a 

classificação dos pontos amostrados. Como auxílio para a elaboração das unidades 

de mapeamento foram analisadas: as características do relevo por meio da 

visualização, em ambiente SIG, das curvas-de-nível e declividade do terreno; análise 

estereoscópica com uso de fotografias aéreas na escala de 1:30.000 para 

interpretação da relação solo-paisagem e delimitação dos limites entre as unidades. 

Tendo como objetivo caracterizar as unidades de mapeamento 

estabelecidas, foram analisadas três topossequências na área chave. Para isso, 

foram selecionadas três sequências de pontos amostrais da grade regular que 

contemplasse todas as unidades presentes. Estas foram caracterizadas em função 

dos resultados das análises químicas e granulométricas, dos atributos do terreno 

derivados, geologia e superfícies geomórficas identificadas. Gráficos dos perfis 

topográficos, teores de argila, areia, Al3+, SB e CTC foram gerados para cada 

topossequência como auxílio na caracterização dos solos da área. 

 
3.4.2 Aplicação da técnica de RNA 
 

 Os procedimentos executados nessa etapa foram equivalentes aos 

realizados na Estratégia anterior, ou seja: obtenção dos arquivos de treinamento e 

validação para cada arquitetura de rede neural, extraindo informações dos pixels de 

cada unidade mapeada na única área chave, com uso dos rasters reescalonados; 

treinamento das redes neurais alterando o número de variáveis ambientais na 

camada de entrada (conjuntos) e o número de neurônios na camada interna; testes 

estatísticos para a escolha da melhor rede neural; generalização das informações da 

rede com melhor desempenho para obtenção do MDS2. 
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3.4.3 Comparação e validação do mapa digital de solos 
 

Assim como na Estratégia 1, aplicou-se tabulações cruzadas entre o 

MDS2 obtido e o mapa de solos de escala 1:100.000 nível semidetalhado obtido por 

método convencional (ALMEIDA; OLIVEIRA; PRADO, 1982a; 1982b) (Anexo B), 

com o objetivo de comparação entre as unidades ocorrentes nos mapas. Os 22 

pontos utilizados na validação da MDS1 também foram aplicados no MDS2, 

procedendo-se a mesma forma de avaliação. 
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4 RESULTADOS E DISCUSSÃO 

 

4.1 Caracterização das variáveis ambientais utilizadas nas estratégias digitais. 

 

 A distribuição espacial dos atributos do terreno obtidos pela derivação 

do MDE e o mapa com as superfícies geomórficas são apresentados na Figura 8. Os 

valores de elevação da região tiveram variações de 515 a 754 m, com predomínio de 

maiores altitudes nas áreas a sudeste e menores a noroeste. Apesar de ter 

apresentado uma amplitude altimétrica de 239 m em toda a sua extensão, a maior 

parte da área (70%) situou-se entre 580 e 680 m, sendo que apenas 9% encontrou-

se em posições mais elevadas que 700 m e 3% inferiores a 550 m. 

  

 

Figura 8 - Espacialização dos atributos do terreno e das superfícies geomórficas 
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A declividade, classificada de acordo com Embrapa (1999), e o perfil de 

curvatura, apresentaram um comportamento padrão quando analisadas suas 

alterações no sentido topo-talvegue das encostas. Nas áreas mais elevadas, 

predominou relevo plano (0 - 3%) e suave ondulado (3 - 8%) com perfil de curvatura 

retilíneo, gradando suavemente para vertentes de perfil retilíneo e ligeiramente 

convexo com declives variando de 3 a 20% (suave ondulado a ondulado) nos terço 

superior e médio. No terço inferior das encostas, ora ocorreu continuidade de 

declives menores que 20% até a drenagem, ora exibiu relevo forte ondulado e 

montanhoso (entre 20 e 75%) tendo predomínio de perfil de curvatura côncava. 

 O índice de convergência e o plano de curvatura permitiram a 

identificação dos locais que atuam como divisores de água e canais de córregos, 

onde predominam a dispersão e a concentração de água na paisagem, 

respectivamente. Exceto nesses dois locais da paisagem citados, o comportamento 

desses atributos em toda a região exibiu grande heterogeneidade quando 

comparados às outras variáveis ambientais. Este fato dificultou melhor 

caracterização dessas informações de acordo com a posição na paisagem. 

 A interpretação das variações no relevo permitiu a identificação de três 

superfícies geomórficas. Uma vez que não foram realizadas incursões ao campo 

para a delimitação das superfícies geomórficas, estas foram consideradas como 

informações aproximadas, não perdendo, com isso, sua importância para utilização 

nas estratégias digitais. Isto porque foi constatada, em posterior atividade de campo 

(análise visual), coerência entre o resultado obtido e as diferentes feições do relevo. 

A superfície geomórfica I, pela sua posição a montante das outras 

duas, representou a superfície mais antiga. Ocorreu em áreas mais elevadas e de 

interflúvios, com topografia mais aplainada, declividades inferiores a 8%, plano de 

curvatura planar/divergente e perfil retilíneo/convexo. Os limites entre as superfícies I 

e II ocorreram em locais de transição da inclinação do terreno, passando de uma 

menor para outra maior. A superfície geomórfica II cortou a primeira no sentido desta 

para a jusante, logo, foi considerada como de idade mais recente. Esta caracterizou-

se por apresentar relevo suave ondulado e ondulado e perfil de curvatura 

convexo/retilíneo. A superfície geomórfica III foi a que apresentou maior inclinação, 

com predominância de declividades maiores que 20%, ocupando as posições 

inferiores das vertentes. Ocorreu abaixo da superfície II, sendo fácil a distinção entre 

as duas devido à notável quebra de relevo. Dessa forma, foi a superfície 
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considerada com idade mais jovem da região. Apresentou no geral, perfil de 

curvatura côncavo e plano de curvatura convergente. 

 As conclusões a respeito das origens de três segmentos 

geomorfológicos presentes em Coelho; Lepsch e Menk (1994) podem aqui ser 

aplicadas, pelo fato do estudo ter sido realizado em local próximo ao do presente 

trabalho e em condições estratigráficas e de relevo similares. Dessa forma a primeira 

superfície geomórfica provavelmente foi formada por processos deposicionais 

eólicos ou pedimentares, sendo a segunda superfície um pedimento que depois 

pode ter sido retrabalhado por coluvionamento. A última superfície identificada 

caracterizou-se como sendo de origem erosional com uma pequena faixa 

deposicional. 

 Portanto, após a identificação e mapeamento das superfícies 

geomórficas encontradas na área de estudo, foi possível estabelecer uma relação 

entre cada superfície e a idade relativa dos solos que nelas ocorrem (COELHO; 

LEPSCH; MENK, 1994; LEPSCH; BUOL; DANIELS, 1977; MARQUES JÚNIOR; 

LEPSCH, 2000; CUNHA et al., 2005). Sendo assim, os solos das superfícies 

geomórfica I, II e III são respectivamente os mais velhos, de idade intermediária e o 

mais recentes. Com isso, a utilização da variável ambiental “superfície geomórfica” 

nas estratégias de mapeamento digital carrega consigo a informação do fator de 

formação “tempo”. 

 

4.2 Estratégia de mapeamento digital de solos 1 

 

4.2.1 Classificação não supervisionada (Fuzzy k-médias) 
 

Com o objetivo de se optar por um número ótimo de clusters, foi 

avaliado o índice de desempenho dos agrupamentos gerado pela aplicação da 

técnica estatística Fuzzy k-médias. Para os resultados desse índice, quanto mais 

próximo ao zero melhor a divisão em clusters realizada pelo algoritmo (XIE; BENI, 

1991). O resultado obtido com o uso de 5 a 10 cluster é apresentado na Figura 9. 
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Figura 9 - Índice de desempenho de agrupamento 
 

O agrupamento em 6 clusters apresentou o melhor índice de 

desempenho (0,88), seguidos da divisão dos dados em 5 (0,91), 8 (0,91) e 7 (0,94) 

clusters. Com o objetivo de discriminar solos na paisagem por espectrometria de 

reflectância, Rizzo (2011) agrupou dados das componentes principais de espectros 

de solos utilizando a mesma técnica. O autor testou treze agrupamentos, obtendo 

para o índice de desempenho três valores abaixo de 0,40 (3, 4 e 7 clusters) e outros 

nove entre 0,80 e 1,10. Apesar de o melhor índice obtido ter sido com 3 clusters, o 

autor optou pelo agrupamento dos dados em 7, devido esse valor indicar um maior 

número de classes de solos, permitindo melhor representação da variabilidade 

destes na área de estudo. 

Como o objetivo da aplicação da análise Fuzzy no presente estudo 

relaciona-se à escolha de áreas a serem mapeadas convencionalmente, sem ter 

conhecimento prévio da área, foi optado pelo agrupamento que apresentou melhor 

desempenho (6 clusters). O resultado final da aplicação da técnica de classificação 

não supervisionada pode ser constatado no “Mapa de classes por agrupamento das 

variáveis ambientais” (Figura 10). 

Esta etapa possibilitou a escolha do melhor número de clusters sem 

necessidade de visita prévia à área de estudo por parte do pesquisador/especialista. 

Tal fato representa uma grande vantagem da técnica aplicada, já que é obtida uma 

única informação calculada em função de outras diversas que estão relacionadas 

aos processos e fatores formadores dos solos. Isto facilita não só a interpretação 
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pelo usuário, mas também sua rotina, uma vez que inferências podem ser feitas em 

apenas uma análise. 

 

 

Figura 10 - Mapa de classes por agrupamento das variáveis ambientais e localização 
das cinco áreas chaves 

  

Analisando a localização dos clusters na região e considerando a geologia e as 

características do relevo ocorrentes em cada um deles, foi possível subdividi-los, 

para fins de caracterização, em quatro grupos: (i) clusters 2 e 4, com ocorrência nas 

áreas de maiores elevações, topo e meia encosta com declives mais suaves e tendo 

como litologia os arenitos da Formação Itaqueri; (ii) cluster 1, de topografia 

semelhante ao primeiro grupo, aparecendo também em relevo mais acidentado, 

porém, ocorrendo em regiões de basaltos da Formação Serra Geral; (iii) clusters 3 e 

6, localizados principalmente nos terços finais das encostas próximos ao talvegue 

dos rios, de relevo forte ondulado a montanhoso, com litologia basáltica; e (iiii) 

cluster 5, que é representado pelos canais de drenagem. 

 Considerando as características distintas de cada cluster, foram 

selecionadas cinco áreas chaves dentro da área de estudo para realização de 

mapeamento de solos pelo método convencional. Dessa forma, foram identificadas 
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as unidades de mapeamento representativas da região. A localização de cada área 

chave pode ser observada na Figura 10. A menor área chave apresentou um total de 

170 ha e a maior 450 ha, totalizando cerca de 1.370 ha as cinco áreas (12% da área 

total). 

 

4.2.2 Mapa de solos convencional e caracterização das unidades de 
mapeamento 
 

Foram encontradas nove unidades de mapeamentonas cinco áreas 

chaves, sendo: LATOSSOLO VERMELHO Distrófico textura média (LVd3), 

LATOSSOLO VERMELHO Eutrófico textura média (LVe3), LATOSSOLO 

VERMELHO Eutrófico textura argilosa (LVe2), LATOSSOLO VERMELHO 

Eutróférrico textura muito argilosa (LVef1), NITOSSOLO VERMELHO Eutroférrico 

textura muito argilosa (NVef1), ARGISSOLO VERMELHO Eutrófico textura 

média/muito argilosa (PVe3/1), ARGISSOLO VERMELHO Eutrófico textura média 

(PVe3/3), CAMBISSOLO HÁPLICO Tb Eutrófico textura muito argilosa (CXbe1) e 

CAMBISSOLO HÁPLICO Ta Eutrófico textura argilosa (CXve2) (Figura 11). 

Amostras de solos representativas de cada unidade são apresentadas na Tabela 1. 

 

 

Figura 11 - Mapa de solos convencional para a estratégia 1 
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Tabela 1 - Amostras de solos representativas das unidades de mapeamento 

1A 0-20 208,7 249,0 542,4 5,9 5,3 26,4 37 2,4 0,4 46,7 31,7 0,4 9,2 81,1 90,3 89,8 0,49 2,7 3,3 1,7

1C 40-60 143,6 223,7 632,7 6,1 5,5 11,5 43 0,2 0,2 30,7 9,1 0,4 12,0 40,2 52,2 77,0 0,99 2,5 3,3 2,1 1,17 0,35

36A 0-20 316,1 272,4 411,5 5,6 4,5 20,9 40 1,5 0,2 52,1 18,1 1,2 34,4 72,0 106,4 67,7 1,64 3,7 3,4 1,7

36C 50-70 318,0 303,8 378,2 5,6 4,6 19,3 34 0,8 0,4 71,4 18,1 0,4 28,0 90,7 118,7 76,4 0,44 4,4 3,5 2,1 0,92 0,80

19A 0-20 851,7 9,8 138,5 5,2 4,2 11,5 36,3 0,6 0,1 6,6 2,7 3,4 15,0 10,0 25,0 40,1 25,3 4,6 3,3 1,7

19C 80-100 801,7 3,3 195,0 5,0 4,1 6,8 25,6 0,1 0,0 3,8 1,8 5,6 13,4 5,8 19,2 30,1 49,2 3,2 3,6 2,6 1,41 0,02

10A 0-20 206,2 191,9 601,9 6,2 5,3 16,7 47 0,8 0,2 32,4 22,6 0,4 13,6 56,1 69,7 80,5 0,71 2,4 3,3 1,8

10C 80-100 159,2 152,0 688,8 6,2 5,1 11,0 45 0,3 0,1 26,3 8,1 0,6 13,0 34,9 47,9 72,8 1,69 2,3 3,4 1,8 1,14 0,22

27A 0-20 655,4 40,3 304,3 6,2 6,3 11,5 55 1,2 0,2 44,5 2,7 0,0 11,4 48,6 59,9 80,9 0,00 2,7 3,2 1,6

27C 80-100 622,5 9,1 368,4 6,5 6,1 5,7 32 0,4 0,1 25,3 2,7 0,4 8,6 28,5 37,1 76,8 1,38 1,6 3,3 1,9 1,21 0,02

31A 0-20 773,9 12,1 214,0 6,4 5,3 8,9 39 3,0 0,1 10,4 5,4 0,4 4,4 19,0 23,4 81,2 2,07 3,1 3,5 2,3

31C 80-100 709,6 25,3 265,2 5,6 4,3 6,8 27 0,4 0,0 7,7 3,6 4,4 9,0 11,7 20,7 56,5 27,35 2,8 3,5 2,3 1,24 0,10

13A 0-20 134,7 199,3 666,0 5,8 4,9 24,0 54 0,9 0,2 45,0 22,6 0,9 29,0 68,7 97,7 70,3 1,29 1,9 3,3 1,7

13C 80-100 85,9 147,2 766,9 5,5 4,3 13,6 66 0,3 0,1 28,5 8,1 6,3 28,0 37,1 65,1 57,0 14,51 1,9 3,3 1,8 1,15 0,19

28A 0-20 670,0 76,7 253,3 6,4 5,7 15,7 42 1,8 0,1 22,5 13,6 0,0 5,0 38,0 43,0 88,4 0,00 3,3 3,2 1,5

28C 80-100 287,6 85,5 626,9 6,4 5,7 9,4 28 0,4 0,2 32,4 10,9 0,3 2,0 43,8 45,8 95,6 0,68 2,3 3,4 1,7 2,48 0,14

20A 0-20 824,0 11,9 164,1 5,2 4,3 5,7 27,7 0,3 0,1 7,1 2,7 1,8 10,2 10,3 20,5 50,2 14,9 3,0 3,3 1,8

20C 80-100 681,6 21,2 297,2 5,6 4,8 6,3 26,8 0,2 0,1 12,6 2,7 0,4 5,4 15,6 21,0 74,3 2,5 2,2 3,3 2,0 1,81 0,07
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 De acordo com a posição no relevo e material de origem, notou-se uma 

tendência de ocorrência de determinadas classes de solos nas áreas mapeadas. 

Nas posições mais elevadas e em relevo plano e suave ondulado, houve o 

predomínio do arenito como material de origem, ocorrendo os Latossolos Vermelhos 

de textura média. Por estarem localizados na superfície geomórfica I foram 

considerados os solos mais antigos da paisagem. No entanto, também foram 

mapeados na superfície II. Os teores de argila variaram de 195 à 265 g.kg-1 de solo 

em subsuperfície. Apesar de algumas unidades com caráter eutrófico terem sido 

mapeadas, predominou o caráter distrófico nesses Latossolos, com valores de CTC 

entre 19,2 e 20,7 mmolc.kg-1 de solo e SB de 5,8 a 11,7 mmolc.kg-1, evidenciando o 

intenso intemperismo e lixiviação a que esses solos foram submetidos nessas 

posições do relevo.  

A transição dos Latossolos de textura média foi feita, no sentido 

encosta abaixo, para unidades de mapeamento localizadas na superfície geomórfica 

II, apresentando acréscimos mais ou menos significativos nos teores de argila nos 

horizontes subsuperficias. Dessa forma, em posições intermediárias das vertentes 

ocorreram as unidades de mapeamento PVe3/3, LVe2, PVe3/1 e LVef1. Tais 

acréscimos puderam ser observados nas encostas de áreas chaves que 

apresentaram Latossolos de textura argilosa transitando para solos da mesma 

classe, porém de textura muito argilosa. Em encostas onde ocorreram Argissolos 

vertendo para Latossolos também foi possível constatar o aumento dos teores de 

argila em subsuperfície. Uma provável causa para a ocorrência do gradiente textural 

encontrado nos Argissolos está relacionada com a sua posição na paisagem. Esta, 

favoreceu o acúmulo de material mais grosseiro em superfície, proveniente da 

erosão de áreas areníticas em posições mais alta (coluvionamento). Devido o 

incremento de argila em subsuperfície proveniente do intemperismo do basalto, nas 

condições mencionadas, originou-se o gradiente textural encontrado em algumas 

posições da paisagem. 

 A diferença das características químicas e granulométricas das quatro 

unidades identificadas nas posições intermediárias das encostas se fez, entre outros 

fatores, pela contribuição do basalto a jusante e do arenito a montante na paisagem. 

A influência do basalto na formação desses solos no sentido topo-talvegue foi 

constatada pelo aumento nos teores de argila já mencionado, e pelo aumento nos 

teores de cátions básicos, apresentando valores de soma de bases que vão de 28,5 
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mmolc.kg-1 (LVe2) até 43,8 mmolc.kg-1 (PVe3/1), e valores de CTC de 37,1 à 47,9 

mmolc.kg-1 na transição do mesmo Latossolo de textura argilosa para um Latossolo 

muito argiloso (dados de subsuperfície) (Tabela 1). 

 No terço final das encostas, localizados na superfície geomórfica III e 

considerados os solos mais jovens da região, ocorreram os NVef1, CXbe1 e CXve2, 

sendo desenvolvidos dos produtos da alteração dos basaltos com menor 

contribuição do arenito. A presença desses solos argilosos e muito argilosos (teores 

entre 378 e 766 g.kg-1 de solo), subjacentes ao material de origem basáltico, 

confirmou o potencial desse material no fornecimento de quantidades significativas 

de argila como produto do intemperismo. Por sua vez, a dissecação da paisagem 

com consequente exposição de intrusões da rocha máfica e formação dos solos 

nessas condições, refletiu no caráter eutrófico desses solos devido o predomínio de 

minerais ferromagnesianos (valores para saturação de bases de 57% a 77% e soma 

de bases entre 37,1 e 90,7 mmolc.kg-1). As condições de relevo mais íngrime 

ocorrentes no terço final das encontas fez com que a morfogênese predominasse 

sobre a pedogênese em alguns locais, sendo mapeadas inclusões de Neossolos 

Litólicos nas unidades de mapeamento CXbe1 e CXve2. 

 De maneira geral, as áreas chaves apresentaram um comportamento 

similar quanto a ocorrência de classes de solos e de suas propriedades químicas e 

granulométricas no sentido da superfície geomórfica mais antiga para a mais jovem. 

Em uma sequência litoestratigráfica arenito-basalto localizada em área próxima a do 

presente estudo, Coelho; Lepsch e Menk (1994), discutindo relações solo-relevo 

com ênfase no material de origem, identificaram três superfícies geomórficas com 

características muito próximas às aqui estabelecidas. No trabalho foram mapeadas, 

desde a porção superior da transeção estudada até sua parte inferior, as seguintes 

classes de solos: Latossolo Vermelho-Escuro e Podzólico Vermelho-Escuro 

latossólicos, ambos em posição de topo quase plano e de textura média, 

demonstrando maior influência do material arenítico na composição desses solos. 

Na posição de meia encosta, foram identificados Podzólico Vermelho-Escuro textura 

arenosa/média, Latossolo Vermelho-Escuro de textura argilosa e Latossolo Roxo de 

textura argilosa. Já na posição sopé e terço inferior próximo à drenagem, os solos 

ocorrentes foram: Latossolo Roxo e Terra Roxa Estruturada, com maior influência do 

basalto. Os autores concluíram que a distribuição das classes de solo ao longo da 

trancesão foi determinada por uma associação de fatores ligados à posição 
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topográfica e ao material de origem; e que a maior ou a menor contribuição dos 

materiais de origem arenito e basalto na formação dos solos, ficou expressa na 

química, mineralogia e granulometria destes. 

 Cunha et al. (2005) observaram variações similares às do presente 

estudo para os atributos químicos e granulométricos em solos de uma sequência 

arenítico-basáltica na região de Jaboticabal, SP. Das três superfícies geomórficas 

identificadas, a primeira, localizada na parte mais elevada e de menor inclinação, 

exibiu os menores valores de CTC do solo e de teores de argila, quando 

comparadas às outras duas superfícies à sua jusante. Nas superfícies II e III, 

ocorreram solos eutróficos que, de acordo com os autores, confirmaram a influência 

do basalto rico em feldspato calco-sódico e piroxênio e, ou, o menor tempo de 

lixiviação de bases, uma vez que aí se encontram os solos mais jovens. 

 De acordo com os resultados discutidos anteriormente, as 

modificações das propriedades químicas e granulométricas dos solos seguiu um 

padrão nas regiões estudadas em virtude da contribuição material de origem e da 

respectiva posição na paisagem. Partindo-se do pressuposto de que esses padrões 

possam ser reconhecidos em áreas adjacentes, onde não foram realizados 

levantamentos pedológicos, acredita-se que a extrapolação de uma informação local 

para a região como um todo, na tentativa de mapear os solos por técnicas de 

classificação supervisionada, possa gerar um resultado satisfatório. O fato dos 

resultados obtidos por Coelho et al. (1994) e do presente estudo serem muito 

similares, tanto nas características do relevo e geologia quanto nas unidades de 

mapeamento identificadas, e por estes dois trabalhos estarem em regiões muito 

próximas, ratifica a premissa de extrapolação estabelecida. 

 
4.2.3 Avaliação das redes neurais artificiais 
 

 O desempenho do índice Kappa obtido nos testes das redes neurais 

(Figura 12) permitiu avaliar o conhecimento de cada rede quanto à predição das 

unidades de mapeamento em função das variáveis ambientais. Em todos os 

conjuntos testados, os resultados variaram em razão do número de neurônios na 

camada interna. O melhor resultado para o índice (0,745) foi obtido no conjunto TV 

com 11 neurônios na camada interna, seguidos dos conjuntos TV-PnC (0,733) com 

o mesmo número de neurônios internos e TV-IC (0,703) com 7 neurônios. Os piores 
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desempenhos encontrados ocorreram quando as variáveis declividade, superfície 

geomórfica e elevação foram excluídas do conjunto de entrada. Nestes casos, os 

maiores valores do índice Kappa foram de apenas 0,633, 0,629 e 0,516, 

respectivamente, com 11, 3 e 15 neurônios internos. 
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 Com os resultados do índice Kappa e variância das arquiteturas de 

rede com melhor desempenho em cada conjunto, foi calculada uma matriz de 

significância de Kappa (Tabela 2). Assim, foi possível comparar os diferentes 

resultados e optar pela rede neural a ser utilizada na geração do mapa digital de 

solos. Os conjuntos TV, TV-IC e TV-PnC com 11, 7 e 11 neurônios na camada 

interna, respectivamente, não apresentaram diferenças significativas, demonstrando 

que apesar da exclusão do índice de convergência ou plano de curvatura na camada 

da entrada, um bom desempenho foi mantido. O comportamento heterogêneo 

dessas duas variáveis na região de estudo, mencionado quando discutidos os dados 

da Figura 8, corrobora com seus baixos desempenhos nos testes das RNA. 

Portanto, estes dois atributos tiveram menor importância na distinção entre as 

classes de solos para os dados em questão.   

Chagas et al. (2010) constataram que o plano de curvatura exibiu 

pouca diferenciação entre as classes, mas que, mesmo assim, foi muito importante 

na separação de três classes de solos das demais. No mesmo estudo os autores 



 52 

obtiveram os melhores desempenhos para Kappa quando utilizado o conjunto com 

todas as variáveis (cinco atributos do terreno e três índices derivados de uma 

imagem Landsat7). 

 

Tabela 2 - Matriz de significância de Kappa 

Conjunto
TV    

(11) a
TV - D 

(11)
TV - E 

(3)
TV - G 

(11)
TV - IC 

(7)
TV - PfC  

(15)
TV - PnC 

(11)
TV - SG 

(15)

Exatidão global 77,5 67,5 57,7 70,4 73,8 68,8 76,5 67,3
Kappa 0,745 0,633 0,516 0,665 0,703 0,645 0,733 0,629

Variância b 0,240 0,289 0,326 0,289 0,262 0,289 0,250 0,291
TV 48,09

TV - D 4,87* 37,24
TV - E 9,62* 4,71* 28,58
TV - G 3,47* 1,33 6,00* 39,12
TV - IC 1,88 2,98* 7,71* 1,62 43,43

TV - PfC 4,34* 0,50 5,20* 0,83 2,47* 37,94
TV - PnC 0,54 4,30* 9,04* 2,92* 1,33 3,79* 46,36
TV - SG 5,03* 0,17 4,54* 1,50 3,14* 0,66 4,47* 36,87  

* existe diferença significativa ao nível de 95%; a número de neurônios na camada interna; b valores 
multiplicados por 1000; TV - todas as variáveis; D - declividade; E - elevação; G - geologia; IC - índice 
de convergência; PfC - perfil de curvatura; PnC - plano de curvatura; SG - superfície geomórfica. 
 

 Por apresentarem comportamento mais distinto entre as classes de 

solos (Figura 13) a declividade e elevação foram os atributos do terreno que melhor 

contribuíram para a melhoria do desempenho na fase de testes, concordando com 

Chagas et al. (2010). Os baixos valores de índice Kappa obtidos nos conjuntos TV-D 

e TV-E (Figura 12) ratifica a importâncias dessas informações na predição de solos 

por técnicas supervisionadas. Gallant e Wilson (2000) destacaram a forte influência 

que esses atributos tem sobre os processos pedogenéticos e, consequentemente, 

sobre a distribuição dos solos na paisagem. Rizzo (2011), caracterizando solos de 

acordo com a elevação e a declividade constatou que tais atributos podem ser 

utilizados como indicativo da variação espacial de classes de solos. Souza Júnior 

(2008) caracterizou unidades de mapeamento de solos desenvolvidos de basalto e 

arenito em função da declividade e altitudes correspondentes, baseados em modelo 

digital de elevação. O autor concluiu que o comportamento dos solos com a 

declividade foi variável, podendo ocorrer um mesmo solo em diferentes declives, 

mas que existe uma predominância de ocorrência de cada solo em uma faixa 
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específica de declividade. As mesmas considerações foram estabelecidas para o 

atributo elevação. 
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A inclusão da variável superfície geomórfica demonstrou contribuir para 

a discriminação dos solos. De maneira geral, o conjunto TV-SG exibiu valores de 

Kappa inferiores aos outros conjuntos (Figura 12), exceto em TV-E e TV-D. Com 

isso, a compartimentação da paisagem pode ser mais uma dentre as variáveis 

utilizadas no mapeamento digital de solos, sendo comprovada sua importância de 

acordo com os dados apresentados, exibindo inclusive melhores desempenhos que 

outras variáveis comumente aplicadas em técnicas digitais de classificação de solos. 

Ressalta-se que com o uso das superfícies geomórficas, mais um fator de formação 

é inserido no modelo de predição de classes de solos: o tempo (Cunha et al., 2005). 

O índice de convergência e plano de curvatura apresentaram valores 

médios das amostras de treinamento muito próximos (Figura 13), assim como o 

perfil de curvatura. Em consequência disto, demonstraram ter menor importância na 

separação entre as classes, o que foi ratificado pela não diferenciação estatística 

encontrada entre os grupos TV, TV-IC e TV-PnC. No entanto, os três atributos foram 

muito importante para a separação dos CXbe1 e CXve2 das demais unidades. Os 

Cambissolos ocorreram em áreas da paisagem com encostas de perfil côncavo e de 

plano de curvatura convergente, acarretando em solos mais rasos e menos 

evoluídos, onde o maior fluxo convergente da água favoreceu a morfogênese em 
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relação à pedogênese. Por outro lado, nas demais unidades de mapeamento, os 

valores médios desses atributos demonstraram que tais unidades ocorreram 

predominantemente em encostas com perfil de curvatura convexo e retilíneo, plano 

de curvatura divergente e planar, com maior tendência divergente para o fluxo de 

água, dando origem a solos mais profundos e evoluídos. 

Como não houve diferença estatística entre os desempenhos dos três 

melhores conjuntos na etapa de testes das redes, optou-se por aquela que 

apresentou maior valor absoluto para Kappa. Neste caso, foi selecionado o conjunto 

com todas as variáveis ambientais. Foram utilizados onze neurônios na camada 

interna. Esse foi o número com melhor desempenho na matriz de significância de 

Kappa obtida no conjunto TV (Anexo C). Sendo assim, o termo TV/11 (todas as 

variáveis na camada de entrada/onze neurônios na camada interna) foi criado para 

expressar a rede neural aplicada na geração do MDS1. 

A matriz de confusão (Tabela 3) gerada pela aplicação da TV/11 no 

arquivo de validação avaliou a capacidade dessa rede neural em discriminar as 

classes de solos em função das variáveis ambientais. Ou seja, o aprendizado obtido 

pela rede na etapa de treinamento pode ser avaliado por meio da concordância 

entre o que ela classifica e o que ocorre na realidade. 

 

Tabela 3 - Matriz de confusão obtida pelo uso da TV/11 

Unidade CXbe1 CXve2 LVd3 LVef1 LVe2 LVe3 NVef1 PVe3/1 PVe3/3 Total
Exatidão do 

usuário
Z

CXbe1 42 1 0 2 0 1 0 0 0 46 91,3 20,64
CXve2 4 76 1 3 0 0 1 0 0 85 89,4 24,37
LVd3 0 0 83 2 0 5 1 0 3 94 88,2 22,22
LVef1 3 3 0 29 0 0 0 3 0 38 76,3 9,28
LVe2 0 0 2 26 51 2 1 2 0 84 60,7 10,27
LVe3 0 0 32 0 0 109 0 0 0 141 77,3 18,95
NVef1 3 0 0 0 0 0 101 0 0 104 97,1 52,19
PVe3/1 0 1 0 47 0 0 0 130 1 179 72,6 18,42
PVe3/3 2 0 17 9 22 1 3 0 85 139 61,2 13,25
Total 54 81 135 118 73 118 107 135 89 910

Exatidão do 
produtor

77,8 93,8 60,7 24,6 69,9 92,4 94,4 96,3 95,5

Exatidão global = 77,5; Kappa = 0,745; Variância = 0,000240; Z calculado = 48,13; Z tabelado = 1,96  

 

Nas unidades de mapeamento CXve2, LVe3, NVef1, PVe3/1 e PVe3/3 

as concordâncias, representadas pela exatidão do produtor, foram acima de 90%. 

Isto significa que menos de10% dos pixels classificados com essas unidades, na 

validação da rede, não foram classificados corretamente. As unidades CXbe1 e 
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LVe2 apresentaram concordâncias de 77,8% e 69,9%, respectivamente. Esta 

unidade de Latossolo foi confundida em 22 dos 73 pixels com a unidade PVe3/3. 

Este erro coincidiu com a dificuldade de distinção no campo entre os Argissolos e 

Latossolos. Os valores médios das variáveis ambientais obtidas para essas duas 

unidades confirmam tal dificuldade (Figura 14), uma vez que, dos atributos do 

terreno, apenas a elevação mostrou alguma diferença, ainda assim pequena. A 

informação geológica foi fundamental na distinção entre esses solos, sendo que a 

unidade LVe2 foi identificada em áreas basálticas e o PVe3/3 em área de transição 

dessa rocha para o arenito Itaqueri. 
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Figura 14 - Comportamento das variáveis ambientais para algumas classes de solos 

 

A classe LVd3 apresentou 60,7% de concordância, classificando 

erroneamente 32 pixels como LVe3 e 17 pixels como PVe3/3. Os Latossolos de 

textura média com caráter eutrófico apresentaram valores de saturação de bases 

próximos do limite que os classificariam como sendo solos distróficos. Assim, a rede 

neural teve dificuldade em distinguir as duas unidades de Latossolos que 

apresentaram pequenas diferenças no comportamento de seus atributos químicos. 

Outro fator que justifica os pixels erroneamente classificados em questão, relaciona-

se à semelhança encontrada nos valores médios das variáveis ambientais para 

essas três unidades. Apenas nas variáveis elevação, geologia e superfície 

geomórfica foram notadas diferenças. Mesmo sendo duas unidades de solos que 

tem como principal material de origem o arenito, a maior média obtida para a 
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variável geologia na unidade LVe3, em comparação com o LVd3, indica que o 

basalto teve maior contribuição na formação do solo eutrófico. 

Na validação da unidade LVef1, dos 118 pixels 47 foram classificados 

como PVe3/1 e 26 como LVe2. Somente 29 pixels estavam corretos, resultando em 

uma concordância de 24,6%.  As três unidades ocorreram exclusivamente em áreas 

de basalto e sem distinção nos valores médios para os atributos índice de 

convergência, perfil e plano de curvatura, dificultando a discriminação entre essas 

unidades. Pequenas diferenças foram encontradas nos valores de declividade e 

superfície geomórfica, com menores médias para a unidade LVef1, enquanto que 

para o atributo elevação a unidade LVe2 se destacou com maior ocorrência em 

maiores altitudes. A melhoria dos resultados para treinamento e validação das 

arquiteturas, aumentando a qualidade das correspondências, principalmente na 

validação da unidade LVef1, poderia ser obtida se fossem eliminadas amostras 

próximas às áreas de transição entre unidades de mapeamento ou se fosse optado 

somente pelo uso de amostras de campo na geração dos arquivos de treinamento e 

validação (ZHU, 2000).  

 

4.2.4 Geração e caracterização do mapa digital de solos 
 

Após a validação da arquitetura de rede TV/11 fez-se a generalização 

de suas informações para toda a área de estudo. Nessa etapa, os valores das 

variáveis ambientais em cada pixel da área de estudo foram apresentados à rede 

neural. Como resultado, cada pixel é classificado com valores de similaridade para 

cada unidade de mapeamento (camada de saída). O mapa final foi obtido por meio 

da conversão da representação de similaridade (ZHU, 2000) para uma 

representação booleana. A conversão foi feita adicionando a cada pixel o valor 

correspondente à unidade de mapeamento que apresentou a maior porcentagem 

entre todas as envolvidas (ZHU, 1997). A Figura 15 apresenta o Mapa Digital de 

Solos obtido na estratégia 1 (MDS1). 
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Figura 15 - MDS1 

 

A classificação das unidades de mapeamento na área de estudo pelas 

redes neurais apresentou relação com as características do relevo e da litologia. 

Algumas unidades tiveram maior representatividade, como os LVd3 com 4.317,8 ha 

(39,0%) e os PVe3/3 com 3.175,9 ha (28,7%), enquanto que as unidades com as 

menores áreas classificadas foram os LVef1 com 101,7 ha (0,9%), LVe2 com 170,1 

ha (1,5%) e PVe3/1 com 189,4 ha (1,7%). As outras unidades foram identificadas 

com as seguintes áreas: CXve2 com 1.584,1 ha (14,3%), LVe3 com 1.104,2 ha 

(10,0%), NVef1 com 1.087,9 ha (9,8%) e CXbe1 com 448,8 ha (4,1%). 

 Nas áreas de topo, onde ocorreram as menores declividades e maiores 

elevações das vertentes, com predomínio do arenito na formação dos solos, foram 

classificados apenas os LVd3 e LVe3. De maneira geral, esses Latossolos de 

textura média transitaram para os PVe3/3 em áreas de terço médio à terço final das 

encostas, nas transições de arenito para basalto. Provavelmente, parte do erro de 

aprendizagem obtido para a classe LVd3, na etapa de validação da rede TV/11, se 

expressou no grande número de pixels classificados como PVe3/3 no mapa digital. 

Ressalta-se aqui a dificuldade na distinção entre essas três unidades durante as 
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atividades de campo para o mapeamento convencional das áreas chaves, sendo 

devido: a ocorrência dessas unidades em locais da paisagem muito semelhantes e 

adjacentes; o nível de detalhe selecionado para o desenvolvimento dessa estratégia, 

proporcionando um reduzido número de informações para delineamento das 

unidades de mapeamento; a transição muito gradual entre esses solos. Uma vez 

que tais unidades são padrões de referência na elaboração das amostras de 

treinamento e validação das redes neurais, erros na determinação dos limites entre 

as unidades no mapa convencional refletem em uma classificação equivocada por 

parte da técnica digital. 

 Em locais com o predomínio do basalto como material de origem e nos 

terços finais das encostas foram classificados principalmente os CXbe1, CXve2 e 

NVef1. Invariavelmente, ambos os Cambissolos foram classificados nos locais 

representados pelos talvegues dos rios. A inexistência de um neurônio na camada 

de saída das redes neurais que representasse os leitos dos rios, e o fato desses 

Cambissolos serem mapeados próximos e nesses locais da paisagem, justificou o 

resultado obtido no mapa digital (Figura 15). Deste modo, as áreas dessas duas 

unidades classificadas digitalmente foram superestimadas. 

 A unidade LVef1, com grande representatividade no mapa 

convencional, não manteve o mesmo comportamento no mapa digital, sendo 

inclusive a unidade com menor área classificada. Isto ficou evidente pela sua baixa 

concordância obtida na matriz de confusão (etapa de teste da rede TV/11). Como 

consequência, o processo de generalização da rede para o padrão estabelecido 

nesta unidade apresentou desempenho abaixo do esperado. De maneira análoga, a 

unidade LVe2 também foi classificada em pequenas áreas da região. Sua 

distribuição revelou coerência com o que foi constatado no mapa convencional, 

sendo que esta unidade foi classificada intermediando solos mais arenosos à 

montante e mais argilosos à jusante. Comportamento interessante foi observado 

para a unidade PVe3/1, em que a maior parte dos pixels com sua identificação 

localizaram-se em cabeceiras de drenagem.  

 

4.2.5 Comparação e validação do mapa digital de solos 
 

 Os resultados da aplicação de tabulações cruzadas entre os mapas de 

solos digital e convencional são apresentados na Tabela 4. Este último mapa foi 
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obtido de (ALMEIDA; OLIVEIRA; PRADO, 1982a; 1982b) (ANEXO B), contemplando 

toda a região de estudo. Tais resultados apresentam as correspondências espaciais 

entre as unidades de mapeamento considerando dois níveis categóricos, sendo que 

em um deles é acrescida a informação da textura dos solos. Como no mapa 

convencional ocorrem associações de solos, considerou-se separadamente cada 

componente da associação. Quando observada equivalência de algum destes 

componentes com a unidade correspondente no mapa digital, as unidades foram 

classificadas como concordantes. Resultados detalhado das tabulações cruzadas 

encontram-se nos Anexo D, E e F. A legenda para cada unidade de mapeamento do 

mapa convencional pode ser vista no Anexo G. 

   

Tabela 4 - Correspondência espacial entre as unidades de mapeamento dos mapas 
digital e convencional em diferentes níveis categóricos 

2° nível CX LV NV PV Total*
Concordância (%) 3,3 96,8 76,8 0,0 49,2

3° nível CXe LVd LVe NVef PVe Total
Concordância (%) 3,3 96,4 9,4 15,1 0,0 38,0

2° nível + textura CX2 CX1 LV3 LV2 LV1 NV1 PV3/3 PV3/1 Total
Concordância (%) 2,7 0,0 94,6 31,2 82,6 76,8 0,0 0,0 46,0  

* Valor de concordância obtida em toda a área de estudo para o respectivo nível categórico 

 

A maior (49,2%) e a menor (38,0%) concordâncias foram encontradas 

quando considerados, respectivamente, o 2° e o 3° nível categórico das unidades 

mapeadas. Com a adição da informação da textura dos solos ao 2° nível categórico, 

a concordância foi de 46,0%. De maneira geral, dentro de cada nível considerado, 

os Latossolos apresentaram as maiores correspondências espaciais, seguidos dos 

Nitossolos. Os Cambissolos mostraram baixos valores e na classe dos Argissolos 

não foi encontrada concordância entre os mapas. São duas as possíveis causas do 

baixo desempenho encontrado para a classe dos Cambissolos: (i) o nível de 

detalhamento no mapa convencional não permitiu a correta identificação dessa 

classe na região, já que nas etapas de incursão ao campo realizadas neste trabalho 

foram constatadas ocorrências em locais não representados no mapa convencional; 

(ii) a superestimação da área identificada como Cambissolo no mapa digital 

aumentou a discordância entre os mapas. 

Referente aos Argissolos, possíveis explicações para os valores nulos 

de concordâncias seriam: reduzido tamanho das duas unidades de mapeamento 
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classificadas como Argissolos no mapa convencional, diferindo da elevada área 

classificada digitalmente; diferença entre as cores no horizonte subsuperficial que 

classifica o segundo nível categórico desses solos, já que no mapa convencional 

ocorreram Argissolos Vermelhos-Amarelos e no digital Argissolos Vermelhos; na 

região estudada esses solos foram mapeados em posições da paisagem 

semelhantes aos locais em que foram identificados os Latossolos. Presume-se que 

a abordagem convencional, no nível de detalhe aplicado, não permitiu a identificação 

dos Argissolos na região, sendo subestimada a representação desses solos pelo 

mapeamento de Latossolos. 

Chagas (2010) empregou a mesma abordagem utilizada no presente 

estudo para a predição de classes de solos em uma região montanhosa no Noroeste 

Fluminense. Neste trabalho o autor obteve concordâncias, entre mapa digital e 

convencional, de 44,76% e 37,87% para o 2° e 3° nível categórico, respectivamente. 

O autor destacou que o padrão espacial das classes resultantes do uso de redes 

neurais foi bastante complexo e distinto, sendo poucas as áreas que reuniram 

muitos pixels. Este fato não ocorre em mapas convencionais, que exibem grandes e 

extensos polígonos representando as unidades de mapeamento. Dessa forma, as 

elevadas discordâncias obtidas podem ser atribuídas em grande parte à natureza 

generalizada do mapa de solos convencional (ZHU, 2000). 

 Com a finalidade de validar o mapa digital de maneira pontual, a 

Tabela 5 apresenta a classificação de 22 pontos de referência coletados e 

classificados até o 2º nível categórico mais a informação da textura. A localização na 

região e os resultados das análises granulométricas e colorimétricas desses pontos 

se encontram nos Anexos H e I, respectivamente. Do total avaliado na classificação 

digital, foram inferidas corretamente 16 observações (72,7%). Das seis discordantes, 

três delas (7, 13 e 17) foi devido à textura, sendo idênticas as classificações até o 

nível de subordem. Ou seja, quando considerado até o segundo nível categórico, 

ausentando a informação de textura, a concordância entre os mapas foi de 86,4%. 
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Tabela 5 - Validação pontual do mapa digital de solos 

Id(1) Campo Digital V/F(2) Id Campo Digital V/F
1 NV1 NV1 V 12 LV3 LV3 V
2 LV3 LV3 V 13 PV4/3 PV3/3 F
3 LV3 LV3 V 14 LV3 LV3 V
4 NV1 NV1 V 15 NV1 NV1 V
5 LV3 LV3 V 16 NV1 PV3/3 F
6 LV3 LV3 V 17 PV3/2 PV3/3 F
7 LV2 LV3 F 18 NV1 NV1 V
8 LV3 LV3 V 19 LV3 LV3 V
9 LV3 PV3/1 F 20 NV1 NV1 V

10 LVA3 PV3/3 F 21 LV3 LV3 V
11 LV3 LV3 V 22 NV1 NV1 V  

(1) identificação da amostra; (2) classificação verdadeiro-falsa 

 

 Tais resultados de concordâncias foram semelhantes aos encontrados 

por Zhu (2000) que, aplicando estratégia de mapeamento de solos com uso de 

redes neurais, inferiu corretamente 77% dos 64 locais amostrados no campo. 

Chagas et al. (2007) obtiveram 70,8% de acerto na classificação de 288 pontos de 

referência, que incluíam perfis de solos, amostras extras e pontos de observação. 

De acordo com os autores o mapa produzido pela abordagem de redes neurais teve 

um desempenho melhor que a abordagem convencional (53,7% de concordância 

com os pontos de referência). 

Possíveis motivos que podem ser citados como causas das 

divergências na validação pontual entre o mapa digital de solos e o convencional 

são: a variação dos solos pode ter ocorrido sem relação com as variáveis ambientais 

utilizadas na estratégia aplicada (CHAGAS et al., 2010); o uso das informações 

geológicas pode não ter representado adequadamente a geologia da área devido a 

limitações de escala (THOMAS et al., 1999); dificuldade no processo de aprendizado 

das redes neurais, confundindo unidades de mapeamento de comportamentos 

similares para as variáveis ambientais (ZHU, 2000); obtenção de amostras para 

treinamento e validação das RNA a partir de polígonos de unidades de mapeamento 

oriundos de abordagem convencional, os quais podem  não representar as unidades 

presentes devido o nível de mapeamento efetuado ser considerado semidetalhado. 
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4.3 Estratégia de mapeamento digital de solos 2 

 
4.3.1 Mapa de solos convencional e caracterização das unidades de 
mapeamento 
 

Como base para a aplicação da segunda estratégia, foram obtidas 

unidades de mapeamento com uso de dados obtidos no trabalho de Fiorio et al. 

(2003), e elaborado um mapa de solos (Figura 16). A área mapeada apresentou, da 

região central aplanada para a direção noroeste/oeste, solos de textura média nas 

maiores altitudes, variando para solos mais argilosos nas áreas próximas à 

drenagem. Esse comportamento foi devido a ocorrência de arenito nas áreas de 

topo e basalto nas partes inferiores das encostas, havendo na transição entre esses 

materiais solos de texturas intermediárias. Ou seja, a mesma influência do material 

de origem nas características dos solos, observadas nas áreas chaves da estratégia 

1. Já no sentido que vai do centro da área para a direção leste, praticamente não se 

observou variação na textura dos solos, o que pode ser explicado pelo material de 

origem ser predominantemente o arenito. 

 

 

Figura 16 - Mapa de solos convencional da área chave e localização na área de 
estudo  
(Adaptado de FIORIO et al., 2003)  
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Na maior parte da área verificou-se a predominância do LATOSSOLO 

VERMELHO Distrófico textura média (LVd3), com 61,2% do total mapeado. Nos 

locais classificados com essa unidade foram identificadas inclusões de LATOSSOLO 

VERMELHO-AMARELO Distrófico textura média (LVAd3). Em seguida, ocorreram o 

ARGISSOLO VERMELHO Distrófico textura arenosa/média (PVd4/3) (13,3%), 

NITOSSOLO VERMELHO Eutroférrico textura muito argilosa (NVef1) (8,4%), 

LATOSSOLO VERMELHO Eutrófico textura argilosa (LVe2) (5,5%), ARIGISSOLO 

VERMELHO Eutrófico textura média/argilosa (PVe3/2) (5,4%), CAMBISSOLO 

HÁPLICO Tb Eutrófico textura argilosa (CXbe2) (3,5%) e LATOSSOLO VERMELHO 

Eutroférrico textura muito argilosa (LVef1) (2,7%). 

 A partir de dados disponíveis em Fiorio et al. (2003) foram plotadas três 

topossequências (Anexo J) com o objetivo de caracterizar as unidades de 

mapeamento nelas ocorrentes em função das características do relevo e da 

estratigrafia local. Para tanto, foram utilizados dados gerados por tabulações 

cruzadas entre as unidades de mapeamento, atributos do terreno derivados do 

MDE, superfície geomórfica e geologia (Tabela 6), permitindo a compreensão das 

diferentes condições em que os solos ocorrem na paisagem. Resultados das 

análises químicas e granulométricas de amostras representativas de cada unidade 

mapeada nas topossequências podem ser consultados no Anexo K. 

A topossequência A, com aproximadamente 1850 m de extensão, 

caracterizou-se por apresentar altitudes que variaram de 704 a 610 m, onde nas 

partes mais altas ocorreram solos com maior influência do arenito e nas partes 

próximas da drenagem o basalto foi material de origem predominante. Os teores dos 

atributos químicos e granulométricos discutidos na sequência, são referentes à 

camada de 80-100 cm. O LVd3 foi a unidade com maior ocorrência na área chave, 

apresentando teor médio de argila de 160 g.kg-1 de solo e CTC média de 24,3 

mmolc.kg-1 de solo. Localizou-se principalmente em relevo ondulado (60,6%) e suave 

ondulado (23,6%). De maneira geral, apresentou plano de curvatura divergente e 

perfil de curvatura côncavo e retilíneo. Foi a única unidade que ocorreu na superfície 

geomórfica I (19,4%), ocupando em sua maior parte a superfície II (53,4%). 
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Tabela 6 - Variáveis ambientais utilizadas na caracterização dos solos 

CXbe2 LVd3 LVe2 LVef1 NVef1 PVe3/2 PVd4/3 Total

Área (ha) 17,36 306,56 27,8 13,56 42,08 27,16 66,72 501,24

Máx 641 721 663 646 651 661 685 721
Mín 603 632 621 618 603 635 647 603

0 a 3% 2,6% 2,3% 0,0% 0,0% 0,0% 0,0% 0,0% 1,5%
3 a 8% 15,6% 23,6% 0,0% 0,0% 5,2% 0,0% 4,3% 16,0%
8 a 20% 35,7% 60,6% 50,7% 69,8% 42,0% 24,9% 58,2% 55,6%

20 a 45% 42,1% 13,4% 49,3% 30,2% 52,8% 75,1% 37,5% 26,7%
45 a 75% 4,0% 0,0% 0,0% 0,0% 0,0% 0,0% 0,0% 0,1%

Convergente 48,2% 20,0% 22,4% 25,7% 23,0% 27,7% 31,5% 23,4%
Planar 7,6% 17,1% 6,6% 8,6% 10,4% 10,0% 19,1% 15,3%

Divergente 44,2% 63,0% 70,9% 65,8% 66,6% 62,3% 49,3% 61,3%

Côncavo 10,1% 40,8% 45,0% 42,8% 53,0% 49,9% 40,0% 41,4%
Retilíneo 4,8% 37,5% 29,5% 27,1% 19,0% 19,3% 21,0% 30,9%
Convexo 85,0% 21,7% 25,5% 30,1% 27,9% 30,8% 39,0% 27,7%

I 0,0% 19,4% 0,0% 0,0% 0,0% 0,0% 0,0% 11,8%
II 24,7% 53,4% 0,0% 0,0% 42,2% 9,6% 9,5% 38,8%
III 75,3% 27,2% 100,0% 100,0% 57,8% 90,4% 90,5% 49,3%

Basalto 100,0% 28,5% 93,5% 100,0% 99,0% 88,7% 36,9% 46,8%
Arenito 0,0% 71,5% 6,5% 0,0% 1,0% 11,3% 63,1% 53,2%

Superfície 
Geomórfica

Geologia

Elevação (m)

Variáves

Declividade (%)

Plano de 
Curvatura

Perfil de 
Curvatura

 

 

 Em sequência verificou-se o LVe2, sendo o material de origem um 

produto da alteração de arenito com retrabalhamento e mistura de material 

proveniente de basalto. Deste modo, houve incremento no teor de argila observado 

para essa unidade (média de 490 g.kg-1) e aumento da CTC (38,1 mmolc.kg-1). 

Localizou-se em relevo ondulado e forte ondulado, com plano de curvatura 

divergente e perfil de curvatura predominantemente côncavo. A superfície 

geomórfica II foi a de maior expressão. 

 No terço final da topossequência foram identificadas as unidades LVef1 

e NVef1. Apresentaram teores médios de argila de 710 e 780 g.kg-1 e CTC de 38,2 e 

59,1 mmolc.kg-1, respectivamente, denotando a maior influência do basalto nas 

características desses solos. Quanto ao relevo, foram encontrados em declividades 

superiores a 8%, com maior ocorrência de Nitossolo em relevo forte ondulado. O 

plano de curvatura foi predominantemente divergente, enquanto que o perfil de 

curvatura foi classificado como côncavo, na maior parte da área com essas 

unidades. A superfície geomórfica III foi identificada em 100% dos locais mapeados 

com LVef1 e 57,8% com NVef1. 

 A última unidade mapeada na topossequência A constou de um 

CXbe2, localizado próximo à calha da drenagem. Ocorreu nas menores altitudes 
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(603 m), em classes de declividades variadas, indo desde plano até montanhoso 

com predomínio de forte ondulado (42,1%), com plano curvatura convergente e 

divergente, perfil convexo e superfícies geomórficas classificadas como II e III, 

principalmente. 

 A topossequência B teve início no mesmo local da topossequência 

anterior. Dessa forma, a unidade LVd3 foi a primeira identificada. Na sequência, 

ocorreu um PVd4/3 em declividades onduladas e forte onduladas, com predomínio 

de plano de curvatura divergente e perfil de curvatura côncavo e convexo. Ocorreu 

quase que inteiramente dentro da superfície geomórfica III. 

Com a proximidade da drenagem e a maior contribuição do basalto 

como material de origem, mas havendo ainda contribuição de material de alteração 

do arenito, foi mapeada a unidade PVe3/2. Comparando os Argissolos identificados, 

constatou-se que o que mais se destacou na diferenciação entre as duas unidades 

foram a contribuição do material de origem para a formação de ambos e a 

predominância de um relevo mais acidentado para essa última unidade (75,1% é 

forte ondulado para PVe3/2). Por fim, foi mapeado o mesmo CXbe2 encontrado na 

primeira topossequência. 

Analisando alguns atributos dos solos nas duas topossequências, tais 

como os teores de Al3+, SB, CTC, e os teores de argila e areia na profundidade de 

80-100 cm (Figura 17), notou-se que a variação desses atributos manteve uma 

relação direta com a variação do provável material de origem dos solos. Amostras 

com menores teores de cátions básicos, CTC, argila e maiores teores de alumínio 

trocável e areia ocorreram nas posições mais elevadas da paisagem e de meia 

encosta. Este comportamento mostrou a maior influência de material do arenito nas 

composições das amostras, refletindo em baixa fertilidade natural nesses locais da 

paisagem. Nos terços finais das duas topossequências, esse comportamento foi 

invertido, comprovando a maior contribuição do basalto na constituição química e 

granulométricas dos solos nesses locais. 
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Figura 17 – Perfil topográfico e comportamento de atributos químicos e 
granulométricos nas topossequências 

 

Para retratar corretamente a área chave, elaborou-se a topossequência 

C, em que em uma extensão de aproximadamente 1370 m, foram mapeadas apenas 

duas unidades, sendo elas: LVd3 e PVd4/3. De acordo com os resultados das 

amostras obtidas para essas unidades e com o conhecimento da estratigrafia local, 

ficou evidente a predominância do arenito na formação desses solos. Os teores de 

argila e areia mantiveram uma distribuição constante ao longo da vertente, com 

valores entre 180 a 220 g.kg-1 e 760 a 800 g.kg-1 de solo, respectivamente. 

Diferentemente do comportamento observado nas outras topossequências, os 

teores de alumínio trocável e soma de bases se mantiveram praticamente 

constantes na parte final da vertente. 

A distribuição das unidades de mapeamento ao longo das 

topossequências localizadas na área chave apresentou estreita relação com as 

características do relevo e o material de origem. Dois comportamentos distintos 

foram observados: (i) alteração dos atributos químicos e granulométricos nas 

encostas com litossequência de transição arenito-basalto; (ii) valores constantes 
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para esses atributos no sentido topo-talvegue de uma encosta com solos sobre o 

arenito. 

Uma vez caracterizadas as unidades de mapeamento da área chave 

utilizada na aplicação da técnica digital, deu-se início às etapas de treinamento e 

validação das arquiteturas de redes neurais. 

  

4.3.2 Avaliação das redes neurais artificiais 
 

 A análise do comportamento do índice Kappa nas diferentes 

arquiteturas de rede testadas (Figura 18) subsidiou a escolha do conjunto de 

variáveis a ser utilizado na obtenção do mapa digital de solos. O maior valor para o 

índice Kappa (0,809) foi obtido quando todas as variáveis foram consideradas e 

quando o número de neurônios na camada interna foi igual a 3. Para os conjuntos 

TV-D e TV-E os melhores desempenhos de índice Kappa foram de 0,635 e 0,466 

com 7 e 13 neurônios na camada interna, respectivamente, sendo os conjuntos que 

apresentaram os piores valores do índice. Assim como observado na estratégia 1, 

foi constatado que a retirada das informações de declividade e elevação da rede 

neural compromete significativamente o resultado da classificação, principalmente 

pela ausência do último atributo. 
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 Nos demais conjuntos de variáveis, os melhores desempenhos foram 

de 0,730 para o grupo TV-IC com 5 neurônios na camada interna; 0,757 em TV-SG 

e 0,724 para TV-PfC com 9 neurônios internos em ambos os casos.  Os conjuntos 

TV-G e TV-PnC exibiram valores próximos do melhor obtido (TV), sendo de 0,778 e 

0,806, com mesmo número de neurônios na camada interna (3 neurônios).   

 Os resultados dos índices Kappa, provenientes das alterações do 

número de neurônios na camada interna, não apresentaram comportamentos 

similares nos conjuntos de variáveis. Em alguns conjuntos, a tendência foi de 

melhoria do índice e para outros foi de decaimento. Chagas (2005) obteve melhores 

resultados aplicando arquiteturas de redes com menos de 10 neurônios na camada 

interna. Isso corrobora com os dados apresentados, pois os três grupos com melhor 

desempenho de índice foram alcançados quando aplicados 3 neurônios na camada 

interna. Além disso, dos oito grupos testados, sete apresentaram os melhores 

índices com menos de 10 neurônios nessa camada. Foody e Arora (1997) citam que 

redes maiores e mais complexas possuem maior eficiência na caracterização de um 

conjunto de treinamento, ao passo que podem ter menor eficiência para generalizar, 

em relação a redes mais simples. 

Para efeito comparativo entre o índice Kappa dos diferentes conjuntos 

testados, foi gerada uma matriz de significância de Kappa (Tabela 7). A avaliação da 

matriz permitiu a escolha da melhor da rede neural para uso na predição das 

unidades de mapeamento. 

 

Tabela 7 - Matriz de significância de Kappa 

Conjunto
TV    

(3) a
TV - D 

(7)
TV - E 
(13)

TV - G 
(3)

TV - IC 
(5)

TV - PfC  
(9)

TV - PnC 
(3)

TV - SG 
(9) 

Exatidão global 83,7 69,1 54,5 81,1 77,0 76,5 81,4 79,3
Kappa 0,809 0,635 0,466 0,778 0,730 0,724 0,786 0,757

Variância b 0,305 0,445 0,512 0,341 0,390 0,391 0,338 0,361
TV 46,32

TV - D 6.35* 30,10
TV - E 12.00* 5.46* 20,59
TV - G 1,22 5.10* 10.68* 42,13
TV - IC 2.99* 3.28* 8.70* 1,77 36,97

TV - PfC 3.22* 3.07* 8.58* 1.99* 0,22 36,61
TV - PnC 0,91 5.39* 10.97* 0,31 2.07* 2.29* 42,75
TV - SG 2.01* 4.29* 9.84* 0,79 0,99 1,20 1,10 39,84  

* existe diferença significativa ao nível de 95%; a número de neurônios na camada interna; b valores 
multiplicados por 1000; TV - todas as variáveis; D - declividade; E - elevação; G - geologia; IC - índice 
de convergência; PfC - perfil de curvatura; PnC - plano de curvatura; SG - superfície geomórfica 
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 Os melhores resultados foram obtidos com os conjuntos TV, TV-G e 

TV-PnC, não diferindo estatisticamente entre eles. Tais resultados foram alcançados 

com uso de três neurônios na camada interna. A ausência das informações 

geológicas ou do plano de curvatura, na etapa de validação das redes, demonstrou 

não interferir significamente no desempenho do índice Kappa, quando comparadas à 

ausência das outras variáveis. No entanto, quando utilizado o conjunto TV, o índice 

Kappa apresentou seu melhor resultado em valor absoluto (0.809), concordando 

com o encontrado na estratégia 1. A rede neural que não utilizou o atributo elevação 

diferiu de todas as outras, fato também constatado quando retiradas as informações 

de declividade, o que evidenciou mais uma vez a importância dessas duas variáveis 

na classificação digital de solos. 

 O comportamento de cada atributo do terreno pode ser observado na 

Figura 19. Os valores no eixo y referem-se às médias das amostras de treinamento 

reescalonadas entre 0 e 1. As maiores variações nos valores de elevação e 

declividade para os dados ratificam a discussão anterior e explicam a maior 

influência desses atributos na discriminação dos solos. Assim como na estratégia 

anterior, os atributos índice de convergência, plano de curvatura e perfil de curvatura 

exibiram comportamento menos discrepantes entre os solos. 
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 Avaliando os desempenhos dos conjuntos gerados, optou-se pelo uso 

de todas as variáveis ambientais para a discriminação dos solos na área estudada, 

sendo elas: cinco atributos do terreno derivados do MDE, geologia e superfícies 

geomórficas. Por meio da avaliação de uma matriz de significância de Kappa (Anexo 

L) aplicada nos dados das redes neurais que utilizaram o conjunto TV como camada 

de entrada, optou-se pelo uso de três neurônios na camada interna. De maneira 

análoga à estratégia 1, foi dado um nome para a rede neural utilizada na 

classificação dos dados finais, sendo referida como TV/3. 

 Na tabela 8 é apresentado o resultado da matriz de confusão 

proveniente do processamento da TV/3 nos dados do arquivo de validação. A 

unidade de mapeamento LVef1 exibiu o pior desempenho, com exatidão de 63,6%, 

sendo que 18 pixels da unidade foram classificados como NVef1. Quando 

analisadas as características das variáveis ambientais obtidas para essas unidades 

(Figura 20), constatou-se que seus valores próximos ocasionaram tal erro na 

classificação. A confusão na classificação da unidade LVef1 foi atribuída, 

principalmente, aos valores do índice de convergência, perfil e plano de curvatura, 

que apresentaram um comportamento muito semelhante com os valores para 

NVef1; enquanto que para a declividade e elevação é possível notar, mesmo que 

sutil, uma diferença entre eles, ocorrendo o LVef1 em menores declividades e 

maiores valores de elevação, fato que se inverte para a unidade NVef1. Como a 

distinção entre Latossolos e Nitossolos é realizada principalmente por observações 

morfológicas como estrutura e cerosidade (COOPER; VIDAL TORRADO, 2005), a 

classificação digital foi dificultada nesse caso, pela ausência de informações dos 

solos em profundidade, já que essas duas classes ocorreram em locais da paisagem 

muito semelhantes.  
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Tabela 8 - Matriz de confusão obtida pelo uso da TV/3 

Unidade CXbe2 LVd3 LVe2 LVef1 NVef1 PVd4/3 PVe3/2 Total
Exatidão do 

usuário
Z

CXbe2 61 2 0 0 0 1 0 64 95,3 31,14
LVd3 0 94 3 0 0 1 0 98 95,9 39,65
LVe2 2 0 59 1 0 3 4 69 85,5 17,34
LVef1 5 0 6 35 1 1 3 51 68,6 9,43
NVef1 8 0 3 18 104 0 0 133 78,2 17,97

PVd4/3 3 9 0 0 0 83 8 103 80,6 17,42
PVe3/2 3 0 10 1 0 3 74 91 81,3 16,83

Total 82 105 81 55 105 92 89 609

Exatidão do 
produtor

74,4 89,5 72,8 63,6 99 90,2 83,1

Exatidão global = 83,7; Kappa = 0,809; Variância = 0,000305; Z calculado = 46,319; Z tabelado = 1,96  

 

 A unidade LVe2 exibiu o segundo pior desempenho, confundindo 10 

dos 81 pixels com a unidade PVe3/2 e 6 com LVef1, sendo 59 o número de pixels 

classificados corretamente nessa fase de testes. Assim como na estratégia anterior, 

a técnica digital encontrou dificuldades para a distinção entre Latossolos e 

Argissolos, embora na presente estratégia isto tenha ocorrido com menor 

intensidade. O desempenho na classificação das outras unidades resultou em 

valores de exatidão maiores que 80% para as unidades PVe3/2, LVd3, PVd4/3 e 

NVef1, e de 74,4% no CXbe2. 
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4.3.3 Geração e caracterização do mapa digital de solos 
 

Após treinamento das redes neurais e validação da arquitetura 

escolhida, fez-se a predição das unidades de mapeamento em toda a área de 

estudo, ou seja, a generalização do conhecimento da rede TV/3. A Figura 21 

apresenta o mapa obtido, denominado de Mapa Digital de Solos 2 (MDS2). 

 

 

Figura 21 - MDS2 

 

A ocorrência dos solos na região, discriminada pelas redes neurais, 

mostrou-se coerente com o que foi obtido na área chave, podendo ser observado o 

mesmo comportamento da relação solo-paisagem-material de origem descrita 

naquela área. Os LVd3 predominaram nas altitudes mais elevadas, de topo, até 

posições de meia encosta, onde transitaram para unidades como PVd4/3, PVe3/2 e 

LVe2. Nas regiões com predomínio do arenito em toda a vertente, os Argissolos 

ocorreram em estreita faixa no terço final das encostas, até serem classificados os 

CXbe2 em posição próxima ou referente à calha dos rios. Esse padrão de 

distribuição dos Cambissolos foi observado em toda a região estudada, sendo dois 

os principais motivos que explicam tal comportamento: o fato de na etapa de 
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aprendizagem das redes neurais não ter sido criada uma camada de saída que 

representasse o canal de drenagem e/ou o leito aparente dos rios e riachos; e 

devido na área chave essa classe ter sido mapeada nesses locais da paisagem. 

 Nas áreas que tem o basalto como material de origem, foram 

encontrados os NVef1, LVe2, CXbe2 e uma quantidade muito pequena de pixels 

classificado como LVef1. Devido à grande similaridade dos valores das variáveis 

ambientais entre o Nitossolo e o Latossolo de textura muito argilosa, a rede neural, 

aparentemente, não conseguiu generalizar esta última classe. A matriz de confusão 

da rede TV/3 (Tabela 8) ratifica essa afirmativa, mostrando que grande parte dos 

pixels da amostra de validação para os LVef1 foram classificados como sendo de 

Nitossolos. O classificador digital constatou a dificuldade existente, em certos casos, 

para a separação dessas duas classes na ausência de observações de campo, por 

meio de análises morfológicas de perfis representativos. 

 
4.3.4 Comparação e validação do mapa digital de solos 
 

Maior riqueza de detalhamento espacial pode ser verificada no mapa 

digital em comparação ao mapa convencional (Anexo B). Chagas (2006), utilizando 

os mesmos conjuntos de perfis de solos usados na elaboração de um mapa 

convencional, gerou mapas digitais de solos por RNA e Máxima Verossimilhança 

mais detalhados espacialmente, estabelecendo com maior precisão as relações 

ocorrentes na área da bacia estudada. Zhu (2000) e Carvalho Júnior (2005) 

obtiveram resultados semelhantes quanto ao melhor nível de detalhamento dos 

mapas digitais. 

A Tabela 9, 10 e 11 apresentam os dados das tabulações cruzadas 

entre o mapa digital e o convencional para a avaliação da correspondência espacial 

das unidades de mapeamento existentes nos mapas. No Anexo G, tem-se a 

descrição das unidades que ocorrem no mapa convencional.  Nas associações 

deste mapa, foram considerados todos os componentes ocorrentes, ou seja, quando 

um membro da associação foi concordante com a unidade de mapeamento presente 

no mapa digital, a concordância foi computada (valores em negrito).  

Os mapas coincidiram em 59,0%, 42,3% e 52,8% quando analisados 

os 2°, 3° e 2° nível categórico mais a textura, respectivamente. Thomas et al. (1999), 

comparando um mapa convencional na escala de 1:100.000 com um mapa de solos 
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obtido a partir de atributos do terreno derivados de um MDE e dados de geologia, 

obtiveram concordância de 55%. Em Chagas (2010) a aplicação de redes neurais 

utilizando dados de geologia, atributos do terreno e índices derivados da imagem do 

sensor ETM+ do LANDSAT 7, resultou em concordância de 37,15% entre o mapa 

convencional (1:50.000) e o digital. O autor cita que uma possível fonte de 

discordância entre a comparação dos mapas seria a dificuldade em estabelecer 

relação solo-paisagem devido à complexidade da natureza geológica da área. No 

entanto, no presente estudo, a entendimento dessa relação foi facilitada, uma vez 

que aparentemente se tratava de uma área com geologia simples. 

 

Tabela 9 - Tabulação cruzada entre mapa digital e convencional considerando até o 
2º nível categórico 

Unidades CX LV NV PV
TE1+Li2 54.6 15.3 37.2 5.4
LE1+LE2 162.4 3086.8 63.5 1409.1
LE2+LE1 5.3 198.5 1.2 118.1

LE2 126.2 419.9 107.7 409.9
LV2+LE1 10.5 1025.3 0.3 117.8
LV2+LV3 0.0 23.1 0.0 1.0

LV4 0.0 28.9 0.0 0.0
LE3 24.6 206.1 10.7 186.6

LE3+LRd+TE2 74.6 39.1 56.5 213.4
LRd+LE3+TE2 473.1 331.1 913.9 335.6

LRe+LRd 37.3 29.2 90.1 43.7
TE1 80.2 10.3 94.0 13.8

TE1+TE2 7.0 0.8 5.1 11.2
TE2+TE1 109.8 48.6 31.8 14.3

PV1 5.8 5.8 8.8 15.2
PV3 4.9 79.6 0.0 35.0

Total (ha) 1176.3 5548.4 1420.8 2930.1
Coincidem (ha) 54.6 5336.0 1138.6 0.0

(%) 4.6% 96.2% 80.1% 0.0%
Área total mapeada = 11.075,7 ha; Área coincidente = 6.529,2 ha (59,0%)  
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Tabela 10 - Tabulação cruzada entre mapa digital e convencional considerando até 

o 3º nível categórico 
Unidades Cxbe LVd LVef NVef PVd PVe
TE1+Li2 54.6 0.0 15.3 37.2 0.0 5.4
LE1+LE2 162.4 2668.2 418.6 63.5 806.7 602.4
LE2+LE1 5.3 196.8 1.7 1.2 63.5 54.6

LE2 126.2 368.4 51.5 107.7 96.7 313.2
LV2+LE1 10.5 1019.6 5.7 0.3 112.9 4.9
LV2+LV3 0.0 23.1 0.0 0.0 1.0 0.0

LV4 0.0 28.9 0.0 0.0 0.0 0.0
LE3 24.6 108.8 97.3 10.7 48.1 138.5

LE3+LRd+TE2 74.6 18.4 20.7 56.5 49.7 163.7
LRd+LE3+TE2 473.1 52.1 279.0 913.9 17.8 317.7

LRe+LRd 37.3 19.2 10.0 90.1 2.6 41.0
TE1 80.2 3.1 7.2 94.0 1.2 12.6

TE1+TE2 7.0 0.7 0.1 5.1 0.0 11.2
TE2+TE1 109.8 2.8 45.9 31.8 0.3 14.0

PV1 5.8 4.5 1.3 8.8 0.0 15.2
PV3 4.9 64.9 14.7 0.0 29.8 5.2

Total (ha) 1176.3 4579.5 969.0 1420.8 1230.6 1699.6
Coincidem (ha) 54.6 4451.6 10.0 168.2 0.0 0.0

(%) 4.6% 97.2% 1.0% 11.8% 0.0% 0.0%
Área total mapeada = 11.075,7 ha; Área coincidente = 4.684,4 (42,3%)  

 
 
Tabela 11 - Tabulação cruzada entre mapa digital e convencional considerando até 

o 2º nível categórico mais a textura 
Unidades CX2 LV3 LV2 LV1 NV1 PV4/3 PV3/2
TE1+Li2 54.6 0.0 15.2 0.1 37.2 0.0 5.4
LE1+LE2 162.4 2668.2 412.0 6.6 63.5 806.7 602.4
LE2+LE1 5.3 196.8 0.8 0.9 1.2 63.5 54.6

LE2 126.2 368.4 50.5 1.0 107.7 96.7 313.2
LV2+LE1 10.5 1019.6 5.5 0.2 0.3 112.9 4.9
LV2+LV3 0.0 23.1 0.0 0.0 0.0 1.0 0.0

LV4 0.0 28.9 0.0 0.0 0.0 0.0 0.0
LE3 24.6 108.8 97.0 0.3 10.7 48.1 138.5

LE3+LRd+TE2 74.6 18.4 19.4 1.3 56.5 49.7 163.7
LRd+LE3+TE2 473.1 52.1 275.1 3.9 913.9 17.8 317.7

LRe+LRd 37.3 19.2 9.7 0.3 90.1 2.6 41.0
TE1 80.2 3.1 7.2 0.0 94.0 1.2 12.6

TE1+TE2 7.0 0.7 0.1 0.0 5.1 0.0 11.2
TE2+TE1 109.8 2.8 45.8 0.0 31.8 0.3 14.0

PV1 5.8 4.5 1.0 0.3 8.8 0.0 15.2
PV3 4.9 64.9 14.7 0.0 0.0 29.8 5.2

Total (ha) 1176.3 4579.5 954.1 14.8 1420.8 1230.6 1699.6
Coincidem (ha) 54.6 4253.0 391.5 5.5 1138.6 0.0 0.0

(%) 4.6% 92.9% 41.0% 37.2% 80.1% 0.0% 0.0%
Área total mapeada = 11.075,7 ha; Área coincidente = 5.843,3 ha (52,8%)  



 76 

As menores concordâncias espaciais foram obtidas nas unidades: PV 

(0,0%) e CX (4,6%), contemplando o 2° nível categórico; PVd e PVe (0,0%), LVef 

(1,0%), CXbe (4,6%) e NVef (11,8%) para o 3º nível; e, CX2 (4,6%), PV4/3 e PV3/2 

(0,0%) no 2° nível categórico mais a textura. Nota-se que para os pixels 

classificados com Argissolos, não houve correspondência entre os mapas digital e 

convencional e que essa classe foi mapeada, principalmente, em locais 

correspondentes aos LE1 e LE2 (Latossolos de textura média). O menor 

detalhamento apresentado na abordagem convencional, aliado à aparente 

semelhança de ocorrência na paisagem dos Argissolos e Latossolos de textura 

média na região, pode explicar parte da discordância encontrada.  

Já para os Cambissolos, a reduzida concordância foi devido à RNA 

classificar praticamente todos os leitos de rios e riachos como pertencente a esta 

classe, aumentando sua representatividade na região e diminuindo o percentual de 

concordância com a unidade mapeada sob o método convencional (TE1+Li2). 

As unidades LVef e NVef só não exibiram maiores percentuais pelo 

fato de exibir o caráter eutroférrico e não eutrófico. Ficou evidente, observando os 

resultados para essas duas unidades, que a estratégia aplicada nessa região 

apresentou as menores concordâncias quando se buscou correspondência entre a 

parte química dos solos. Nesse sentido, acredita-se que o maior detalhamento da 

abordagem convencional poderia elucidar melhor essa questão da extrapolação do 

caráter químico dos solos feita por uma classificação supervisionada.  

Nas comparações estabelecidas até o 2° nível categórico, valores 

acima de 50% foram obtidos para a área total coincidente, sendo que a maior parte 

dos erros de concordância ocorreu entre classes de solos com características 

semelhantes. Os Latossolos Vermelhos se equivaleram espacialmente em 96,2% da 

área, enquanto que para os Nitossolos Vermelhos esse valor foi de 80,1%. A maior 

parte dos Latossolos de textura argilosa, LV2 (412 dos 954 ha) (Tabela 11), foi 

identificada como pertencentes à unidade LE1+LE2, diminuindo o percentual de 

concordância. Porém, quando analisada sua ocorrência no mapa digital, tais 

Latossolos argilosos mostraram grande coerência com sua posição na paisagem, 

localizados entre Latossolos de textura média à montante e Nitossolos muito 

argilosos à jusante. 

Apesar de grande parte da concordância dos Nitossolos (80,1%) ser 

proveniente de unidades de mapeamento com associações, analisando a 
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classificação desses solos no mapa digital constatou-se coerência do resultado 

obtido devido: ocorrerem nas maiores declividades e nas menores altitudes, locais 

com maior dessecamento da cobertura arenítica pela drenagem e, por isso, maior 

proximidade e contribuição do basalto sobrejacente. Dos 19,9% dos Nitossolos não 

condizentes espacialmente com as unidades TE1 e TE2 do mapa convencional, 

6,3% ocorreram em área de Latossolo Roxo e 12,0% em locais com Latossolos de 

textura média, situando estas duas últimas unidades próximas dos limites para os 

Nitossolos mapeados. 

A comparação realizada espacialmente apresentou algumas limitações 

como: confrontar mapas com nível de detalhamento diferente; apresentar muitas 

associações no mapa convencional; não expressar caráter validativo; ser subjetivo, 

uma vez que a maior parte das informações nos mapas são geradas por 

extrapolações de informações pontuais. Sendo assim, com o objetivo de validar o 

MDS2, o resultado da comparação entre as informações do mapa digital e 22 pontos 

de referências coletados e classificados até o 2° nível categórico mais a textura são 

apresentados na Tabela 12. A localização destes pontos pode ser visualizada no 

Anexo M. 

 

Tabela 12 - Validação pontual do MDS2 

Id(1) Campo Digital V/F(2) Id Campo Digital V/F
1 NV1 NV1 V 12 LV3 LV3 V
2 LV3 LV3 V 13 PV4/3 PV4/3 V
3 LV3 LV3 V 14 LV3 LV3 V
4 NV1 NV1 V 15 NV1 NV1 V
5 LV3 LV3 V 16 NV1 PV3/2 F
6 LV3 LV3 V 17 PV3/2 PV3/2 V
7 LV2 PV3/2 F 18 NV1 NV1 V
8 LV3 LV3 V 19 LV3 LV3 V
9 LV3 PV4/3 F 20 NV1 NV1 V

10 LVA3 PV3/2 F 21 LV3 LV3 V
11 LV3 LV3 V 22 NV1 NV1 V  

(1) identificação da amostra; (2) classificação verdadeiro-falsa 

 

O percentual de concordância entre os pontos de referências e a 

classificação do mapa digital de solos foi de 81,8%, sendo que 18 amostras foram 

classificadas como verdadeiras e quatro como falsas. Os pontos 7 e 9 apresentaram 

falsa concordância, indicando a possível confusão feita pela rede neural na 
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diferenciação entre Latossolos e Argissolos, devido essas duas classes se 

apresentarem em condições similares de relevo na região de estudo. 

O desempenho da validação mostrou-se superior ao obtido na primeira 

estratégia do presente trabalho (72,7%) e aos trabalhos de Chagas et al. (2007) com 

70,8% e Zhu (2000) com 77%, citados anteriormente na estratégia 1. Uma vez que 

as variáveis ambientais foram as mesmas em ambas as estratégias, presumiu-se 

que a melhora obtida na concordância para a estratégia 2 foi devido, principalmente, 

ao maior número de  informações de solo para identificação das unidades de 

mapeamento na área chave. Como estas definiram o aprendizado das redes neurais 

pela relação entre unidades mapeadas e variáveis ambientais, a maior precisão no 

delineamento das unidades reduziu incoerências entre ocorrência natural do solo e a 

predição no mapa digital. Assim, o mapa digital de solos elaborado a partir de 

unidades de mapeamento de um levantamento pedológico de nível detalhado 

apresentou maiores correspondências com a verdade de campo, quando comparado 

à estratégia baseada em um mapa de solos de nível semidetalhado. 
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5 CONCLUSÕES 

 
 Os atributos do terreno elevação e declividade apresentaram 

comportamento mais heterogêneo entre as variáveis ambientais analisadas, 

resultando em maior contribuição na distinção entre as classes de solos. A variável 

superfície geomórfica, que expressou o fator de formação dos solos “tempo”, revelou 

grande potencial de uso para mapeamento digital de solos. 

 O comportamento semelhante das variáveis ambientais observadas 

nos Latossolos e Argissolos, na região estudada, dificultou a separação dessas 

classes pela técnica de MDS empregada. A mesma dificuldade foi constatada no 

campo, já que esses solos ocorreram em condições de relevo muito parecidas e tem 

transição gradual. 

 O padrão de ocorrência dos solos nas áreas chaves, mapeadas de 

forma convencional, foi observado em toda a região quando se analisou a 

classificação e espacialização dos solos nos mapas digitais. O estudo relatou que 

técnicas digitais na elaboração de mapas de solos podem apresentar resultados 

compatíveis com a ocorrência natural dos solos na paisagem. 

O nível de detalhamento dos levantamentos pedológicos convencionais 

refletiu no desempenho dos mapas digitais. O maior número de informações obtidos 

no estabelecimento de limites entre unidades de mapeamento resultou em maior 

correspondência entre a classificação digital e a ocorrência natural dos solos. 

 A generalização do conhecimento adquirido pelas redes neurais, a 

partir de áreas chaves, para áreas adjacentes, e com uso de variáveis ambientais 

que expressaram a relação solo-paisagem, gerou resultados coerentes com a 

realidade de campo. Com isso, unidades de mapeamento foram obtidas em locais 

não visitados, servindo como dados preliminares para atividades que demandam 

esse tipo de informação. A abordagem torna-se interessante por permitir que com 

um grupo de informações de um dado local obtenham-se informações de solos em 

áreas vizinhas, sem necessidade de custos adicionais e atividades de campo. 
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ANEXO A 
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ANEXO B 
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ANEXO C - Matriz de significância de Kappa para o conjunto TV alterando o número 
de neurônios na camada interna (Estratégia 1) 

 

Redes R1 a R3 R5 R7 R9 R11 R13 R15
Exatidão global 50,8 68,8 69,1 69,6 66,5 77,5 70,2 68,4

Kappa 0,45 0,65 0,65 0,66 0,62 0,75 0,66 0,64

Variância b 0,300 0,285 0,287 0,285 0,293 0,024 0,284 0,285
R1 25,87
R3 8,14* 38,21
R5 8,29* 0,17 38,31
R7 8,55* 0,42 0,25 38,80
R9 7,06* 1,04 1,20 1,46 36,22

R11 12,78* 4,36* 4,18* 3,92* 5,41* 48,09
R13 8,81* 0,67 0,50 0,25 1,71 3,67* 39,22
R15 8,06* 0,08 0,25 0,53 0,95 4,45* 0,75 38,08  

.* existe diferença significativa ao nível de 95%; arede neural com 1 neurônio na 
camada interna. b valores multiplicados por 1000. 
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ANEXO D 

UNIDADE CX LV NV PV
TE-1+Li-2 68,0 1,0 40,7 3,0
LE-1+LE2 358,6 2824,4 89,8 1449,0
LE-2+LE-1 19,9 114,8 12,6 175,9

LE-2 187,4 230,3 44,7 601,3
LV-2+LE-1 36,2 1035,4 2,5 79,9
LV-2+LV-3 0,3 23,7 0,0 0,2

LV-4 0,1 27,1 0,0 1,7
LE-3 101,2 36,9 34,4 255,4

LE-3+LRd+TE-2 99,4 19,0 66,4 198,7
LRd+LE-3+TE-2 844,2 167,8 604,7 437,0

LRe+LRd 63,3 14,6 63,6 58,8
TE-1 100,6 4,6 51,2 41,9

TE-1+TE-2 7,2 0,3 2,8 13,8
TE-2+TE-1 130,2 3,6 69,2 1,6

PV-1 7,0 6,4 4,6 17,7
PV-3 9,4 79,9 0,8 29,4

Total (ha) 2032,9 4589,6 1087,9 3365,2
Coincidem (ha) 68,0 4443,2 835,0 0,0

(%) 3,3% 96,8% 76,8% 0,0%

2° Nível Categórico

Área total mapeada = 11.075,72 ha; Área coincidente = 5.346,1 ha (49,2%)
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ANEXO E 

UNIDADE CXe LVd LVe NVe PVe
TE-1+Li-2 68,0 0,3 0,6 40,7 3,0
LE-1+LE2 358,6 2120,2 704,2 89,8 1449,0
LE-2+LE-1 19,9 7,0 107,8 12,6 175,9

LE-2 187,4 127,3 103,0 44,7 601,3
LV-2+LE-1 36,2 763,0 272,4 2,5 79,9
LV-2+LV-3 0,3 18,5 5,2 0,0 0,2

LV-4 0,1 14,8 12,4 0,0 1,7
LE-3 101,2 15,5 21,4 34,4 255,4

LE-3+LRd+TE-2 99,4 10,5 8,5 66,4 198,7
LRd+LE-3+TE-2 844,2 53,1 114,7 604,7 437,0

LRe+LRd 63,3 2,0 12,6 63,6 58,8
TE-1 100,6 1,9 2,6 51,2 41,9

TE-1+TE-2 7,2 0,0 0,2 2,8 13,8
TE-2+TE-1 130,2 1,4 2,2 69,2 1,6

PV-1 7,0 0,9 5,5 4,6 17,7
PV-3 9,4 77,4 2,5 0,8 29,4

Total (ha) 2032,9 3213,7 1376,0 1087,9 3365,2
Coincidem (ha) 68,0 3096,5 12,6 163,9 0,0

(%) 3,3% 96,4% 0,9% 15,1% 0,0%

3° Nível Categórico

Área total mapeada = 11.075,7 ha; Área coincidente = 3.457,4 ha (38,0%)
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ANEXO F 

UNIDADE CX2 CX1 LV3 LV2 LV1 NV1 PV3/3 PV3/1
TE-1+Li-2 42,1 25,9 0,3 0,0 0,6 40,7 2,0 1,0
LE-1+LE2 297,5 61,0 2756,1 62,4 5,9 89,8 1345,4 103,6
LE-2+LE-1 19,8 0,0 101,2 13,0 0,6 12,6 175,1 0,8

LE-2 177,6 9,8 196,2 29,7 4,5 44,7 584,8 16,5
LV-2+LE-1 27,3 8,9 1030,9 4,1 0,4 2,5 56,7 23,2
LV-2+LV-3 0,0 0,3 23,7 0,0 0,0 0,0 0,1 0,1

LV-4 0,0 0,1 27,1 0,0 0,0 0,0 0,0 1,7
LE-3 49,4 51,8 28,1 8,1 0,6 34,4 253,7 1,7

LE-3+LRd+TE-2 94,7 4,8 10,8 4,8 3,4 66,4 196,6 2,1
LRd+LE-3+TE-2 615,1 229,0 54,7 40,2 73,0 604,7 407,1 30,0

LRe+LRd 56,4 6,9 2,0 4,9 7,6 63,6 57,8 0,9
TE-1 91,5 9,2 3,0 0,1 1,5 51,2 37,1 4,8

TE-1+TE-2 7,2 0,0 0,0 0,2 0,1 2,8 13,1 0,8
TE-2+TE-1 90,8 39,4 3,3 0,0 0,3 69,2 1,1 0,5

PV-1 6,1 0,8 0,9 2,5 3,0 4,6 17,6 0,0
PV-3 8,5 0,9 79,5 0,2 0,2 0,8 27,6 1,9

Total (ha) 1584,1 448,8 4317,8 170,1 101,7 1087,9 3175,9 189,4
Coincidem (ha) 42,1 0,0 4084,4 53,1 84,0 835,0 0,0 0,0

(%) 2,7% 0,0% 94,6% 31,2% 82,6% 76,8% 0,0% 0,0%

2° Nível Categórico + Textura

Área total mapeada = 11.075,7 ha; Área coincidente = 5.098,5 ha (46,0%)  
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ANEXO G- Descrição das unidades ocorrentes no mapa convencional 

 

Unidade Classificação

LE1 Latossolo Vermelho Escuro álico textura média, Un. Dois Córregos  
LE2 Latossolo Vermelho Escuro álico textura média, Un. Hortolândia
LE3 Latossolo Vermelho Escuro álico textura argilosa
Li2 Solos Litólicos eutróficos ou distróficos textura argilosa
LRd Latossolo Roxo distrófico
LRe Latossolo Roxo eutrófico
LV2 Latossolo Vermelho Amarelo álico textura média, Un. Coqueiro
LV3 Latossolo Vermelho Amarelo álico textura média, Un. Laranja
LV4 Latossolo Vermelho Amarelo álico textura média, Un. Três Barras

PV3 Podzólico Vermelho Amarelo distrófico textura média ou arenosa/média

PV1 Podzólico Vermelho Amarelo eutrófico ou álico                             
textura média/argilosa, arenosa/argilosa, arenosa/média

TE1

TE2

Terra Roxa Estruturada eutrófica ou distrófica                             
textura argilosa ou muito argilosa, Un. Estruturada

Terra Roxa Estruturada eutrófica ou distrófica                             
textura argilosa ou muito argilosa, Un. Itaguaçu  
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ANEXO H 
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ANEXO I 

 

Argila Silte Areia

‐‐‐‐‐‐ cm ‐‐‐‐‐‐ Matiz Valor Croma Conversão*

1A 0‐20 56,1 18,6 25,3 1,13 0,33 2,2 YR 3,3 1,7 2.5YR

1B 80‐100 63,6 14,8 21,7 0,23 1,8 YR 3,1 1,9 2.5YR

2A 0‐20 12,6 2,4 84,9 1,60 0,19 2,9 YR 3,2 2,1 2.5YR

2B 80‐100 20,2 2,7 77,1 0,14 2,0 YR 3,6 2,5 2.5YR

3A 0‐20 17,6 1,8 80,7 1,00 0,10 2,9 YR 3,4 1,9 2.5YR

3B 80‐100 17,6 3,3 79,1 0,19 2,0 YR 3,4 2,4 2.5YR

4A 0‐20 55,3 27,2 17,5 1,32 0,49 3,6 YR 3,1 1,7 2.5YR

4B 80‐100 73,2 16,7 10,1 0,23 2,7 YR 3,4 2,1 2.5YR

5A 0‐20 17,6 2,6 79,8 0,91 0,15 4,6 YR 3,2 1,5 5YR

5B 80‐100 16,0 3,1 80,9 0,19 3,1 YR 3,5 2,5 2.5YR

6A 0‐20 13,8 3,3 82,9 1,17 0,24 4,7 YR 3,4 1,6 5YR

6B 80‐100 16,2 1,7 82,1 0,10 2,9 YR 3,6 2,7 2.5YR

7A 0‐20 40,6 6,4 53,1 1,17 0,16 3,7 YR 3,3 1,9 2.5YR

7B 80‐100 47,5 7,1 45,4 0,15 3,0 YR 3,6 2,0 2.5YR

8A 0‐20 22,7 5,1 72,1 1,22 0,23 4,6 YR 3,2 1,2 5YR

8B 80‐100 27,7 3,5 68,8 0,13 2,6 YR 3,3 2,2 2.5YR

9A 0‐20 22,5 2,4 75,1 1,12 0,11 3,6 YR 3,4 2,1 2.5YR

9B 80‐100 25,2 1,2 73,6 0,05 3,2 YR 3,5 2,4 2.5YR

10A 0‐20 20,1 3,7 76,2 1,25 0,18 4,8 YR 3,3 1,6 5YR

10B 80‐100 25,2 3,3 71,6 0,13 4,0 YR 3,3 2,2 5YR

11A 0‐20 17,6 1,7 80,7 1,15 0,10 3,5 YR 3,3 1,9 2.5YR

11B 80‐100 20,2 3,4 76,4 0,17 2,0 YR 3,4 2,4 2.5YR

12A 0‐20 20,1 1,3 78,7 1,25 0,06 3,4 YR 3,4 1,9 2.5YR

12B 80‐100 25,2 1,5 73,4 0,06 2,2 YR 3,6 2,3 2.5YR

13A 0‐20 10,1 3,5 86,5 1,85 0,34 5,0 YR 3,2 1,4 5YR

13B 80‐100 18,7 2,3 79,0 0,12 2,9 YR 3,6 2,4 2.5YR

14A 0‐20 10,1 2,8 87,1 1,65 0,28 3,3 YR 3,4 1,9 2.5YR

14B 80‐100 16,6 2,0 81,4 0,12 2,3 YR 3,4 2,4 2.5YR

15A 0‐20 60,1 11,3 28,6 1,05 0,19 2,6 YR 3,3 1,9 2.5YR

15B 80‐100 63,0 11,2 25,8 0,18 0,4 YR 3,3 1,7 10R

16A 0‐20 50,2 4,1 45,7 1,30 0,08 3,6 YR 3,3 1,7 2.5YR

16B 80‐100 65,4 5,5 29,1 0,08 2,7 YR 3,4 2,0 2.5YR

17A 0‐20 26,7 4,1 69,3 1,72 0,15 2,5 YR 3,2 1,7 2.5YR

17B 80‐100 45,9 7,1 47,0 0,15 2,1 YR 3,2 2,1 2.5YR

18A 0‐20 77,7 8,3 14,0 1,07 0,11 1,9 YR 3,3 1,8 2.5YR

18B 80‐100 82,9 9,5 7,6 0,11 1,8 YR 3,4 2,1 2.5YR

19A 0‐20 12,6 3,0 84,5 1,40 0,24 3,7 YR 3,3 1,9 2.5YR

19B 80‐100 17,5 3,2 79,3 0,18 2,7 YR 3,5 2,6 2.5YR

20A 0‐20 62,8 12,9 24,3 1,12 0,21 2,4 YR 3,3 1,7 2.5YR

20B 80‐100 70,4 12,1 17,5 0,17 1,9 YR 3,3 1,9 2.5YR

21A 0‐20 16,3 4,4 79,3 1,46 0,27 3,2 YR 3,3 1,8 2.5YR

21B 80‐100 23,8 3,1 73,1 0,13 2,0 YR 3,5 2,3 2.5YR

22A 0‐20 43,7 15,2 41,1 1,41 0,35 2,3 YR 3,2 1,4 2.5YR

22B 80‐100 61,8 9,1 29,1 0,15 2,1 YR 3,3 2,0 2.5YR

NV1

LV3

NV1

Cor ‐ Colorímetro
Grad Sil/Arg

LV3

NV1

NV1

PV3/2

NV1

LV3

LV2

LV3

LV3

NV1

LV3

PV4/3

SoloPonto

LV3

NV1

LV3

LV3

LVA3

LV3

LV3

Granulometria

 ‐‐‐‐‐‐‐‐‐‐‐‐‐‐ % ‐‐‐‐‐‐‐‐‐‐‐‐

Profundidade

 

*Campos et al. (2003) 
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ANEXO J 
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ANEXO K 

A07 A 800 20 180 5,6 5,1 1,3 4,0 1,3 13,0 2,0 1,0 7,0 16,3 23,3 70 6 0,11
A07 B 820 20 160 4,4 4,1 1,9 2,0 0,3 4,0 1,0 9,0 19,0 5,3 24,3 22 62,9 1,0 3,7 2,5 0,89 0,13

A14 A 610 60 330 5,7 4,9 1,8 10,0 6,9 27,0 13,0 0,0 20,0 46,9 66,9 70 0 0,18
A14 B 390 120 490 5,6 4,8 2,3 2,0 0,1 14,0 6,0 0,0 18,0 20,1 38,1 53 0,0 2,0 3,4 1,8 1,48 0,24

A15 A 360 100 540 5,4 4,9 2,0 7,0 5,3 26,0 10,0 0,0 30,0 41,3 71,3 58 0 0,19
A15 B 260 30 710 5,5 4,9 2,3 3,0 1,2 17,0 4,0 0,0 16,0 22,2 38,2 58 0,0 2,2 3,5 1,8 1,31 0,04

A17 A 220 180 600 5,4 4,7 2,3 7,0 2,6 35,0 16,0 2,0 32,0 53,6 85,6 63 4 0,30
A17 B 90 130 780 6,0 5,3 2,1 3,0 0,1 40,0 6,0 0,0 13,0 46,1 59,1 78 0,0 1,7 3,4 1,6 1,30 0,17

A19 A 140 170 690 5,5 5,0 2,0 9,0 3,6 42,0 14,0 0,0 21,0 59,6 80,6 74 0 0,25
A19 B 360 280 360 6,2 5,3 1,5 3,0 0,6 33,0 33,0 0,0 6,0 66,6 72,6 92 0,0 3,4 3,8 2,6 0,52 0,78

B06 A 800 60 140 5,1 4,6 0,5 4,0 1,4 7,0 4,0 2,0 6,0 12,4 18,4 67 14 0,43
B06 B 840 20 140 4,4 3,8 0,9 3,0 0,7 1,0 1,0 7,0 25,0 2,7 27,7 10 72,2 1,1 3,5 2,2 1,00 0,14

B10 A 840 60 100 5,1 4,9 1,9 4,0 1,9 11,0 5,0 3,0 20,0 17,9 37,9 47 14 0,60
B10 B 660 60 280 5,4 4,7 0,3 3,0 0,5 15,0 1,0 0,0 20,0 16,5 36,5 45 0,0 2,2 3,9 2,9 2,80 0,21

B11 A 450 130 420 5,4 5,0 1,7 8,0 5,3 35,0 12,0 1,0 39,0 52,3 91,3 57 2 0,31
B11 B 440 80 480 5,4 5,3 0,4 4,0 0,3 22,0 11,0 0,0 8,0 33,3 41,3 81 0,0 2,8 3,6 2,2 1,14 0,17

B12 A 270 300 430 5,3 4,9 1,9 9,0 1,6 44,0 12,0 1,0 37,0 57,6 94,6 61 2 0,70
B12 B 400 60 540 5,4 5,3 0,9 6,0 0,5 42,0 11,0 0,0 8,0 53,5 61,5 87 0,0 1,9 3,4 1,8 1,26 0,11

C09 A 840 20 140 5,6 5,0 1,0 10,0 1,4 9,0 4,0 0,0 6,0 14,4 20,4 71 0 0,14
C09 B 800 20 180 4,2 3,9 0,9 2,0 0,7 2,0 1,0 10,0 39,0 3,7 42,7 9 73,0 1,8 3,6 2,4 1,29 0,11

C12 A 840 40 120 5,3 4,6 0,8 3,0 0,8 10,0 8,0 2,0 1,0 18,8 19,8 95 10 0,33
C12 B 760 20 220 4,7 4,0 0,9 3,0 0,2 12,0 4,0 7,0 40,0 16,2 56,2 29 30,2 3,0 3,7 2,4 1,83 0,09
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ANEXO L - Matriz de significância de Kappa para o conjunto TV alterando o número de 
neurônios na camada interna (Estratégia 2) 

 
Redes R1 a R3 R5 R7 R9 R11 R13 R15

Exatidão global 72,7 83,7 79,6 68,5 73,2 76,5 70,4 65,7
Kappa 0,68 0,81 0,76 0,63 0,69 0,72 0,65 0,59

Variância b 0,430 0,305 0,357 0,453 0,419 0,388 0,435 0,466
R1 32,88
R3 4.68* 46,32
R5 2.78* 1,90 40,22
R7 1,85 6.61* 4.67* 29,45
R9 0,17 4.53* 2.62* 2.03* 33,56

R11 1,43 3.26* 1,35 3.31* 1,26 36,7
R13 1,05 5.80* 3.87* 0,80 1,23 2.51* 31,21
R15 2.94* 7.74* 5.78* 1,08 3.12* 4.41* 1,89 27,51  

* existe diferença significativa ao nível de 95%; arede neural com 1 neurônio na camada 
interna. b valores multiplicados por 1000. 
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ANEXO M 

 

 

 

 


