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RESUMO

Extensoes da distribuicao gama generalizada: propriedades e aplicacgoes

A distribuigao gama generalizada (GG) possui, como casos particulares, dis-
tribuicao Weibull, log-normal, gama, qui-quadrado, entre outras. Por essa razao, ela é
considerada uma distribuicao flexivel no ajuste dos dados. A ideia de Cordeiro e Cas-
tro (2011) foi utilizada para o desenvolvimento de duas novas distribui¢oes de probabi-
lidade a partir da distribuicao GG. Uma delas é denominada de Kumaraswamy gama
generalizada (KumGG) e possui cinco parametros; a outra distribuicao é uma modi-
ficagdo de um dos parametros de forma da distribuigago KumGG e foi denominada de
distribuigdo Kumaraswamy gama generalizada estendida (KumGGE). Desenvolveu-se o
modelo de regressao log-Kumaraswamy gama generalizada estendida. Além disso, a idéia
de Adamidis e Loukas (1998) para modificar distribuigdes foi utilizada para a distribuigao
GG; essa nova distribuigao foi nomeada de gama generalizada geométrica (GGG). A van-
tagem desses novos modelos reside na capacidade de acomodar vérias formas da fungao
risco eles também se mostraram tuteis na discriminacao de modelos. Para cada um dos
modelos foram calculados os momentos, funcao geradora de momentos, os desvios médios,
a confiabilidade e a funcao densidade de probabilidade da estatistica de ordem. Para a
estimacao dos parametros, foram utilizados os métodos de maxima verossimilhanca e
bayesiano e, finalmente, para ilustrar a aplicacao das novas distribuicoes foram analisados
alguns conjuntos de dados reais.

Palavras-chave: Dados censurados; Gama generalizada; Méaxima verossimilhanca; Modelo
de regressao; funcao de sobrevivéncia
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ABSTRACT

Extensions of the generalized gamma distribution: properties and
applications

The generalized gamma (GG) distribution has as particular cases the
Weibull, log-normal, gamma and Chi-square distributions, among others. For this reason,
it is considered a flexible distribution for fitting data. In this paper, the idea of Cordeiro
and Castro (2011) is used to develop two new probability distributions based on the GG
distribution. The first is called the generalized gamma Kumaraswamy (KumGG) and has
five parameters, while the other involves a modification of one of the shape parameters of
the KumGG distribution and is called the extended generalized gamma Kumaraswamy
(KumGGE). Based in these, we develop the extended generalized log-Kumaraswamy re-
gression model. Besides this, we employ the idea regarding modifying distributions of
Adamidis and Loukas (1998) for the GG distribution, calling this new distribution the
geometric generalized gamma (GGG). The advantage of these new models rests in their
capacity to accommodate various risk function forms. They are also useful in model dis-
crimination. We calculate the moments, moments generating function, mean deviations,
reliability and probability density function of the order statistics. To estimate the pa-
rameters we use the maximum likelihood and Bayesian methods. Finally, to illustrate the
application of the new distributions, we analyze some real data sets.

Keywords: Censored data; Generalized gamma; Maximum likelihood; Regression model;
Survival function
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1 INTRODUCAO

A analise de sobrevivéncia é uma das areas da estatistica que mais cresce-
ram nas ultimas décadas. A razao desse crescimento é o desenvolvimento e aprimora-
mento de técnicas estatisticas combinados com computadores cada vez mais eficientes
(COLOSIMO; GIOLO, 2006). Uma evidéncia quantitativa desse sucesso é o numero de
aplicagoes em diversos campos, como medicina, biologia, saide publica, epidemiologia,
engenharia, economia, estudos demograficos, entre outros.

Os dados em analise de sobrevivéncia referem-se ao tempo até a ocorréncia
de um evento de interesse. Esse tempo é denominado tempo de falha e apresenta algu-
mas caracteristicas especiais. A primeira é que a variavel resposta geralmente apresenta
distribuicao assimétrica positiva, nao sendo, portanto, adequado assumir que tenha dis-
tribuicao normal. A segunda caracteristica é a presenca de dados censurados, isto é, para
alguns elementos em estudo nao se conhece o tempo de interesse exato, tem-se apenas
uma informacao parcial.

Usualmente, dados censurados acontecem porque nem sempre € possivel
que o evento de interesse ocorra para todas as observacoes em teste. Existem diversos
tipos de censuras e neste trabalho considerou-se censura a direita, nao informativa e
com o mecanismo aleatério. Além disso, é comum que a varidvel resposta (tempo até
a ocorréncia do evento de interesse) esteja relacionada com covaridveis que explicam a
sua variabilidade. Para estudar o efeito dessas covaridveis sobre a variavel resposta deve-
se utilizar um modelo de regressao apropriado para dados censurados (SILVA, 2009).
Os modelos de regressao paramétricos assumem que os dados seguem uma distribuig¢ao
de probabilidade. Na analise de sobrevivéncia, as distribuicoes cléssicas associadas a
variavel resposta sao as distribuicoes exponencial, Weibull, log-normal, log-logistica e
gama generalizada, dentre outras (LAWLESS, 2003).

Por outro lado, nos ultimos anos tem crescido muito a generalizagao e/ou
a modificagao de algumas distribuicoes utilizadas em analise de sobrevivéncia. Existem
diferentes formas de se modificar uma distribuicao de probabilidade. Algumas dessas
classes de generalizagoes sao as familias de distribuicoes exponenciadas apresentadas ini-
cialmente por Mudholkar; Srivastava e Freimer (1995), as familias de distribuigoes obtidas
pelo método desenvolvido por Marshall e Olkin (1997), as distribui¢oes beta que rece-

beram maior atenc¢ao apods o trabalho de Eugene; Lee e Famoye (2002) e as distribuigoes
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estendidas discutidas por Barros (2008).

Recentemente, Cordeiro e Castro (2011) apresentaram uma classe de gene-
ralizacao baseada na distribuicao Kumaraswamy. A classe modela as seguintes formas de
risco, crescente, decrescente, unimodal e forma de U ou de banheira. Cordeiro e Castro
(2011) apresentaram ainda duas formas de expandir a funcao densidade de probabilidade
(fdp) de uma distribuicio Kumaraswamy generalizada em termos da série de poténcia
ponderada. Rodrigues et al. (2011), desenvolveram a distribuigdo Weibull-binomial ne-
gativa, seguindo a idéia de Adamidis e Loukas (1998) para um processo de mistura de
distribuicoes.

Nesse contexto, o objetivo deste trabalho foi introduzir duas novas dis-
tribuigoes, a distribuicao Kumaraswamy gama generalizada e a distribuicao gama genera-
lizada geométrica. Um segundo objetivo foi estender a distribuicao Kumaraswamy gama
generalizada seguindo a idéia de Stacy e Mihram (1965) e apresentar o modelo de regressao
log-Kumaraswamy gama generalizada estendida. Assim, o trabalho estd organizado da
seguinte maneira: no Capitulo 2 é apresentada uma revisao sobre anélise de sobrevivéncia
e as propostas de generalizar distribuicoes encontradas na literatura. Os métodos in-
ferénciais sao descritos. No Capitulo 3 é apresentada a distribuicao Kumaraswamy gama
generalizada. Alguns de seus sub-modelos sao apresentados, as propriedades matematicas
da nova distribuicao sao estudadas. A nova distribuicao é aplicada a dois conjuntos de da-
dos reais. No Capitulo 4 sao discutidas uma extensao da distribuicao Kumaraswamy gama
generalizada, bem como as propriedades matematicas da distribuicao. E proposto também
o modelo de regressao log-Kumaraswamy gama generalizada estendida. Ajustou-se o mo-
delo de regressao a um conjunto de dados reais pelos métodos de méxima verossimilhanca
e bayesiano. No Capitulo 5 apresenta-se a distribuicao gama generalizada geométrica,
bem como suas propriedades matematicas. A analise de um conjunto de dados reais é
feita pelos métodos de maxima verossimilhanca e bayesiano. Por fim, o Capitulo 6 relata

as principais conclusoes e descreve o direcionamento da continuidade deste trabalho.
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2 DESENVOLVIMENTO

Neste capitulo é feita uma revisao sucinta sobre andalise de sobrevivéncia e
sobre classes de generalizacoes de distribuigoes, sobre os modelos de regressao, assim como
dos métodos inferenciais para analise de dados de sobrevivéncia, formando o embasamento

tedrico necessario para o entendimento do trabalho relacionado aos objetivos da pesquisa.

2.1 Conceitos basicos em andlise de sobrevivéncia

A anélise de sobrevivéncia é caracterizada pelo fato de que a variavel res-
posta é composta de dois fatores: o tempo até a ocorréncia de um evento de interesse e
as censuras (COLOSIMO; GIOLO, 2006). O evento em estudo é denominado falha e o
tempo até a ocorréncia da falha é chamado de tempo de falha, enquanto que a censura é o
registro parcial do tempo de falha, devido a perda ou retirada de um elemento do estudo.
Por exemplo, no experimento conduzido por Elliott et al. (2000), 50 gatos domésticos
foram observados. Os tempos de falha foram considerados como o tempo (em dias) a
partir do diagndstico de insuficiéncia renal até a sua morte. Por outro lado, se os animais
nao morreram até o final do estudo ou se morreram por outras causas, os tempos sao
considerados tempos censurados.

A censura é dita ser do tipo I quando ocorre devido ao término do estudo
ap6s um periodo de tempo pré-determinado, do tipo Il quando ocorre devido ao término
do estudo apds um numero de falhas fixado previamente, ou pode ser aleatéria, sendo a
mais comum em situagoes praticas.

As censuras previamente citadas sao conhecidas como censura a direita, pois
a falha ocorre sempre a direita do tempo registrado. Existem ainda outros mecanismos
de censura, como, por exemplo, as censuras a esquerda, em que o tempo registrado é
maior que o tempo de falha e censura intervalar, na qual nao se sabe o tempo exato de
falha, sendo que a tnica informacao disponivel é que o tempo de falha ocorreu em um
certo intervalo de tempo. Neste trabalho, entretanto, serd adotado apenas o mecanismo
de censura aleatéria que serd denominado simplesmente por censura.

Dessa forma, para uma definicao de censura aleatoéria, considere T uma
variavel aleatoria nao negativa que representa o tempo de falha de um elemento e C' uma
variavel aleatéria, independente de T, que representa o tempo de censura associado a

esse elemento. Assim, os dados observados sao representados por ¢ = min(T,C) e § o
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indicador de censura, dado por:

1, T<C
0o, T>cC,

5:

em que 0 = 0 indica censura e = 1 indica falha.
A distribuicao de probabilidade da variavel aleatéria T' pode ser especificada
por meio da funcao densidade de probabilidade, funcao de sobrevivéncia ou fungao risco,

sendo as trés formas equivalentes.

2.1.1 Distribuicao do tempo de sobrevivéncia

Seja T" uma varidvel aleatéria, nao negativa, que representa o tempo de
vida de um individuo proveniente de uma dada populacao homogénea. A distribuicao
de T pode ser caracterizada por meio da funcao densidade de probabilidade, fungao de

sobrevivéncia ou func¢ao risco.

A fungao densidade de probabilidade, f(t), ¢ definida por:

PE<T<t+Al) OF()
At—0 At ot

em que F(t) = P[T < t] é a fungao de distribui¢do acumulada (fda) de 7. No contexto
da anélise de sobrevivéncia, a fungao f(t) pode ser interpretada como a probabilidade de
um individuo sofrer o acontecimento de interesse no intervalo de tempo At e possui duas

propriedades:

FH) >0 e /Ooof(t)dtzl.

A funcao de sobrevivéncia, S(t), é definida com sendo a probabilidade de
ocorréncia do acontecimento de interesse apds o instante t. A funcao de sobrevivéncia é

definida da seguinte forma:

S(t) = P(T > ) = /t " F@)d,

lim S(t) =1e lim S(t) = 0.
em aue Jig S(0) =1 e Jiy S()
A funcao risco, h(t), representa o risco instantaneo no instante ¢ condicional

a sobrevivéncia até o tempo t e é definida por:

. PEST<t+At|T>t)  f(b)
M= A Ai 0k
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Uma forma empirica de determinar o comportamento da funcao risco se da
por meio da construcao do gréfico do tempo total em teste (curva TTT ), proposto por

Aarset (1987). A curva TTT é obtida construindo um gréfico de
Z T‘i:n + (n - T)Tr:n
i=1

i T'zn
=1

em que n ¢ o tamanho da amostra, r = 1,...,n e T;.,,7 = 1,...,n sao estatisticas de

ordem da amostra (MUDHOLKAR; SRIVASTAVA; KOLLIA, 1996).

r
por —
n

Este grafico apresenta uma reta diagonal se o risco for constante (reta A),
uma curva convexa se a fungao risco é decrescente (curva B) e concava se o risco é crescente
(curva C), uma curvatura primeiramente convexa e depois concava (curva D) se o risco é
em forma de “U”, e no caso reverso (curva E) é unimodal. A Figura 1 ilustra as diversas

formas que a curva TTT pode apresentar.

G(r/n)

Figura 1 - Graficos ilustrativos de algumas curvas TTT

2.1.2 O estimador de Kaplan-Meier

Kaplan e Meier (1958), propuseram um estimador nao-paramétrico para a
funcao de sobrevivéncia, quando se tem a presenca de uma amostra censurada. FEsse

estimador é designado por estimador de Kaplan-Meier ou estimador produto-limite.
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O estimador considera na sua constru¢ao um nimero de intervalos de tempo
igual ao nimero de falhas distintas, sendo os limites dos intervalos definidos pelos tempos
de falha da amostra.

Dessa forma, o estimador de Kaplan-Meier pode ser definido como:

-1 (59)- 1 (-4)

Jitoh<t Jt)<t
em que t(y),%),...,tx) representam os k tempos de falha distintos e ordenados, d; é o
nimero de falhas em ¢;) , 7 = 1,...,k, e n; é o nimero de individuos sob risco em ¢; , ou

seja, os individuos que nao falharam e nao foram censurados até o instante imediatamente

anterior a t(j)-

2.1.3 A funcgao de verossimilhanca em analise de sobrevivéncia

Utilizando o método de maxima verossimilhanca é possivel incorporar as
censuras, presentes em muitos dados de tempo de vida.

Considere uma amostra de variaveis aleatérias independentes T4, T, ..., T,
de tempos de sobrevivéncia. Supondo que os dados consistem de n pares observados
(t1,01), (t2,02), ..., (tn,d,) em que t; é o tempo de sobrevivéncia ou censura, 9; é o in-
dicador de censura. Nesse caso, a funcao de verossimilhanca considerando censura nao

informativa é dada por:

n

£6) =[] [/t 0)]" [S(t:, 0)] ™,

i=1
em que @ é o vetor de parametros desconhecidos, f(¢;) e S(t;) sd@o as fungoes densidade
de probabilidade e de sobrevivéncia para cada varidvel aleatoria T;, respectivamente.
Observa-se que a contribui¢ao de cada observagao nao censurada é a sua funcao de den-

sidade e que cada observacao censurada contribui com a fungao de sobrevivéncia.

2.2 Distribuicao gama generalizada

A distribuigdo gama generalizada (GG) foi introduzida por Stacy (1962)
e despertou o interesse de diversos pesquisadores pelo fato de representar uma familia
paramétrica que possui como casos particulares a distribuicao exponencial quando 7 =
k = 1 na equagao (1), se 7 = 1 obtém-se a distribui¢do gama. Para k = 1 tem-se a

distribuigao Weibull, para @ = 1/A\, 7 = 2 e k = 1 obtém-se a distribuicdo Rayleigh;
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outros sub-modelos podem ser vistos por exemplo em Lawless (2003). Esta propriedade
da distribuicao GG faz com que a mesma seja 1til, por exemplo, na discriminagao de
modelos probabilisticos.

Nos ultimos anos diversos trabalhos envolvendo a distribuicao GG foram
propostos, entre os quais destacam-se, por exemplo, Nadarajah e Gupta (2007) que usaram
a distribuigdo com aplica¢oes em dados de seca. Ali; Woo e Nadarajah (2008) derivou a
distribuicao exata do produto X; X em que X; e X5 sao variaveis aleatorias independentes
GG, provenientes dos resultados de dados de seca. Ortega; Paula e Bolfarine (2008)
compararam trés tipos de residuos baseados no componente de deviance no modelo de
regressao GG usando observagoes censuradas. Nadarajah (2008a) apresentou um estudo
sobre o uso da distribui¢do GG em engenharia elétrica e eletronica. Cox (2008) discutiu e
comparou a familia F-generalizada com o modelo GG. Malhotra; Sharma e Kaler (2009)
modelaram o sinal wireless por meio da distribuicao GG e analisaram o desempenho do
sinal. Recentemente, Cordeiro; Ortega e Silva (2011) propuseram a distribuicao gama
generalizada exponenciada.

Dessa forma, a funcao densidade de probabilidade da distribuicao GG pro-
posta por Stacy (1962) é dada por:

g(t) = aFT(k> (é)m_lexp [— (i)T] t>0, (1)

em que « > 0 é o parametro de escala, 7 > 0 e k > 0 s@o os parametros de forma e I'(k)

é a funcao gama, definida por:

D(k) = / P exp(—t)dt.
0
Se T é uma varidvel aleatéria positiva com distribuicao GG com parametros
a, T e k, entdo denota-se que T' ~ GG(a, T, k).
Varios trabalhos estudaram as propriedades da distribuicao GG, dentre os
quais destacam-se Stacy e Mihram (1965), Prentice (1974), Farewell e Prentice (1977) e
Lawless (1980, 2003). A média e a variancia da distribuigao GG sao dadas por:

pry = TED) oy 2 {r <7k+2) _MES)] }

(k) (k) T (k)

A funcao de distribuigao acumulada G(t), fungdo de sobrevivéncia S(t) e

funcao risco h(t) sdo expressas, respectivamente, por:

t T

Gl = plr < = o S exp( ) = [k (é)] @
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Q=

Sty =1-G(t)=1- [k<

O e[ ()]
SO~ e [ (2) Jdr

em que y(k,x) = fow wrte~dw é a fungao gama incompleta e v, (k, x) é a razao da fungao

h(t) =

gama incompleta, definida por v (k,z) = v(k,x)/T'(k), que é facilmente implementada
em varios pacotes estatisticos (R, SAS, Ox).
Algumas outras propriedades da distribuicao GG podem ser encontradas

em Lawless (2003).

2.3 Classes de distribuicoes generalizadas

Diversos autores como, por exemplo, Eugene; Lee e Famoye (2002), Cordeiro
e Castro (2011) e Alexander et al. (2011) tém, nos ultimos anos, concentrado seus esforgos
na generalizacao de familia de distribuicoes de probabilidade obtendo, dessa forma, maior
flexibilidade e, consequentemente, ganho na modelagem de dados e na capacidade de
incorporar um grande niimero de sub-modelos nas distribui¢oes generalizadas.

Neste trabalho sera adotado o termo distribui¢ao base, indicando a familia
de distribuicoes a ser generalizada, e serd denotado por G(t) a funcao de distribuigao
acumulada da distribuigdo base, e por g(t) a fungdo densidade de probabilidade da dis-
tribuicao base.

Algumas das classes de generalizagoes mais estudadas nos tltimos anos sao
as familias de distribuigoes exponenciadas apresentadas inicialmente por Mudholkar; Sri-
vastava e Freimer (1995); as familias de distribuigoes obtidas pelo método desenvolvido
por Marshall e Olkin (1997); as distribuigoes beta que receberam maior atengao apds
o trabalho de Eugene; Lee e Famoye, (2002); as distribuicoes estendidas discutidas por
Barros (2008); e, recentemente, as distribuigoes Kumaraswamy desenvolvida por Cordeiro
e Castro (2011). Nas seguintes sub-secoes essas classes de distribuigoes serdo discutidas e

os principais trabalhos apresentados.

2.3.1 Classe de distribuicoes Marshall e Olkin

Marshall e Olkin (1997) apresentaram um método para obter generalizagdes

de distribuicoes de probabilidade assumindo um novo parametro, v > 0, em uma familia
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de distribuigbes (distribuigoes bases), dada pela equagao
vS(t) vS(t)
= = >0 3
1—(1—-v)S@t) G(t)+vS(t) ! ’ ()

em que G(t) e S(t) sdo a funcdo de distribui¢ao acumulada e a fun¢ao de sobrevivéncia

S*(#)

da distribuicao base, respectivamente e S*(t) é a funcao de sobrevivéncia da nova familia
de distribuicao, agora com o parametro adicional v, obtida da rela¢do (3). Observa-se que
se v = 1 entdo S*(t) = S(t).

Se a distribuigao base tem fungao densidade de probabilidade ¢(t) e funcao
risco h(t), entdo a nova funcdo densidade de probabilidade, correspondente a S*(t), ¢é

obtida por:

D p—— (4)

e a funcao risco por:

h(t) h(t)

T 1-(1-0v)80t) G@) +uSE)

Marshall e Olkin (1997) modificaram a distribuigdo exponencial baseados

h*(t)

na equacgao (4) atribuindo o nome de distribuigdo exponencial com dois parametros, que
pode servir como concorrente de distribuicoes ja conhecidas de dois parametros como
as distribuicoes Weibull, gama e lognormal. A mesma modificagao foi realizada com a
distribuicao Weibull, a qual é denominada de Weibull com trés parametros. Marshall e
Olkin também desenvolveram as versoes bivariadas destas distribuicoes.

A distribuicao Weibull com trés parametros, obtida por Marshall e Olkin
(1997) foi estudada por Zhang e Xie (2007), que destacam que uma das propriedades
importantes dessa distribuicao é que sua funcao risco modela forma crescente, decres-
cente ou inicialmente crescente, e entao decrescente, e eventualmente crescente e tem
como caso particular a distribuicao Weibull para v = 1. A caracterizacao do modelo é
estudada, baseando-se no gréfico de probabilidade Weibull (WPP). Os autores apresen-
taram um procedimento de estimacao de parametros com base no WPP e adicionalmente
desenvolveram o método de estimacao por maxima verossimilhanga.

Utilizando o método apresentado por Marshall e Olkin (1997), Thomas e
Jose (2004) introduziram a distribuigao Marshall-Olkin semi-pareto bivariada e Marshall-
Olkin pareto bivariada e estudaram varias caracteristicas dessas distribuicoes.

Recentemente, Ghitany; Al-Awadhi e Alkhalfan (2007) investigaram as pro-

priedades da inclusao de um novo parametro pelo método de Marshall e Olkin (1997),
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baseados no modelo lomax, também conhecido como distribuicao Pareto de segundo
tipo. Os autores mostraram que a distribuicao proposta pode ser expressa como uma
distribuicao de mistura do modelo exponencial. Condigoes simples e suficientes para o
comportamento de forma das fungoes densidade de probabilidade e risco sao fornecidas.
O método de maxima verossimilhanca foi utilizado para estimar os parametros da dis-
tribuigao.

E por fim, Rao; Ghitany e Kantam (2009) desenvolveram um plano de
teste de confiabilidade para nao-rejeicao ou rejeicao de muitos produtos submetidos a
inspec¢ao, em que o tempo de vida segue a distribuicao exponencial com dois parametros

de Marshall-Olkin.

2.3.2 Classe de distribuicoes exponenciadas

A classe de distribui¢oes exponenciadas é obtida elevando-se ao expoente v

(v > 0) a funcdo de distribuigao acumulada de uma distribui¢ao base, isto é,
Ft) =G(t)", (5)

e, consequentemente, a fungao densidade de probabilidade é dada por f(t) = vg(t)G(t)" 1.
As funcgoes de sobrevivéncia e risco sao dadas por:

vg()G ()
S =1-G(t)" e hit) = —"=2e— ) G((t))v ,
respectivamente.

O ganho dessa classe de distribuicoes é que o novo parametro v flexibiliza
a distribuicao base.

Dentro dessa classe de distribuicoes, cita-se a Weibull exponenciada, apre-
sentada por Mudholkar; Srivastava e Freimer (1995), que é a generalizagao da distribuigao
Weibull com parametros o > 0 e v > 0. A distribuicao Weibull exponenciada apresenta
diferentes formas da fungao risco, como, por exemplo, formas crescente, decrescente, de
banheira e unimodal, obtidas de quatro regices do espago paramétrico determinados pelas
equacoes @ = 1 e va = 1. A distribuicao Weibull exponenciada é indicada para modelar
dados em que o risco é nao-mondtono e pode ser utilizada para testar a qualidade do
ajuste da distribuicao Weibull como sub-modelo. Cinco conjuntos de dados sobre falha

de motor de 6nibus e dados de experimento clinico de cancer de cabega e pescoco sao

analisados pelos autores, ultilizando a distribuicao Weibull exponenciada.
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Gupta e Kundu (1999) propuseram a distribui¢ao exponencial generalizada
(que é a modificagao da distribui¢ao exponencial com parametros de escala A > 0 e locagao
—00 < it < 00, cuja funcdo de distribuicdo acumulada é dada por G(t) = 1 — e~(¢=H/A),
Os autores também estudaram diferentes propriedades desta distribuicao, que é um caso
particular da distribuicao Weibull exponenciada proposta por Mudholkar; Srivastava e
Freimer (1995), quando o parametro de locagao é igual a zero. Gupta e Kundu (1999)
observam que esta familia possui algumas caracteristicas interessantes que sao similares
aquelas das distribui¢oes gama e Weibull. Dessa forma, este modelo pode ser usado como
alternativa aos modelos gama e Weibull em diversas situacoes. Um conjunto de dados de
testes sobre a resisténcia de rolamentos de esfera, citado em Lawless (2003), foi analisado
e, a partir dele, percebeu-se que o ajuste da distribuicao exponencial generalizada foi
melhor que o das ditribuicoes Weibull e gama com trés parametros.

Algumas das propriedades da distribui¢ao exponencial exponenciada, dis-
cutida por Gupta; Gupta e Gupta (1998), foram estudadas por Gupta e Kundu (2001).
A distribuigao exponencial exponenciada tem dois parametros (escala e forma) similares
a distribuicao Weibull e gama. Portanto, essa distribuicao também pode ser usada como
uma possivel alternativa as distribuicoes Weibull e gama. Dois conjuntos de dados reais de
tempo de falha sao ajustados ao modelo proposto. O primeiro conjunto de dados refere-se
a resisténcia de rolamentos de esfera, citado em Lawless (2003), e o segundo conjunto
refere-se ao tempo de falha de sistema de condicionamento de ar de um aviao, citado em
Linhart e Zucchini (1986), e comparados ao ajuste do modelo com os modelos Weibull e
gama. O modelo exponencial exponenciado teve melhor ajuste em um dos conjuntos de
dados e o modelo Weibull ajustou-se melhor no outro conjunto de dados.

Por outro lado, Nadarajah e Kotz (2006) discutiram algumas distribuigoes
exponenciadas e suas extensoes, e introduziram a distribui¢ao gama exponenciada, obtida
a partir da expressao (5) e substituindo G(t) pela fungao de distribuigdo acumulada da
distribuicao gama de um parametro.

Recentemente, Carrasco; Ortega e Cordeiro (2008) definiram e estudaram
a distribuicao Weibull modificada generalizada que modela formas da funcao risco
monotonas e nao monodtonas, e tem como sub-modelos as distribuigoes Weibull, valor ex-
tremo, Weibull exponenciada, Rayleigh generalizada e Weibull modificada, entre outras.

Os autores também apresentaram duas representacoes dos momentos em série infinita e a
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funcao densidade de probabilidade das estatisticas de ordem foi obtida. A estimacao dos
parametros foi obtida pelo método de maxima verossimilhanca e a matriz de informagao
observada foi apresentada.

Finalmente, Alkasasbeh e Ragab (2009) estudaram a distribuicao logistica
generalizada, definida por Balakrishnan e Leng (1988) e consideraram a estimacao de
maxima verossimilhanca dos parametros, assim como outros cinco procedimentos de es-
timacao, e compararam a performance destes procedimentos por meio de extensiva sim-

ulacao numérica.

2.3.3 Classe de distribuicoes estendidas

A classe de distribuigoes estendidas, apresentada por Barros (2008), é uma
variagao das distribuigoes exponenciadas em que se eleva ao expoente w, (w > 0) a fungao

de sobrevivéncia (1 — G(t)), ao invés da func¢ao de distribuigao acumulada, ou seja:
F(t)=1-[1-G@®)", (6)

e portanto f(t) = wg(t)[1 — G(¢)]*~L. As fungoes de sobrevivéncia e risco sao dadas
respectivamente pelas equagoes:

S()=[1- G e h(t):lig—g()t).

A caracteristica principal dessa classe é a maior flexibilidade, devido ao
parametro adicional w, e por possuir forma fechada para a maioria das fun¢oes densidade
de probabilidade. Porém, observa-se que o parametro w atua apenas de forma multi-
plicativa na funcao risco, e, portanto, nao modifica a forma bésica da funcao risco da
distribuicao base.

Barros (2008) estudou a classe de distribuigoes estendidas e demonstrou a
consisténcia dessa nova generalizacao. A funcao densidade de probabilidade, fungao de
distribuicao acumulada e os momentos de vérias distribui¢oes estendidas sao descritas
por Barros (2008), porém a mesma nao desenvolveu nenhum tratamento mais detalhado
das distribuigoes apresentadas e nao fez nenhuma aplicacao mostrando a eficiéncia dessas
novas distribuicoes.

As distribuigoes discutidas por Barros (2008) foram as distribuigoes ex-

ponencial estendida, uniforme estendida, Weibull estendida, Pareto estendida, logistica
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padrao estendida, qui-quadrado estendida, gama estendida, Fréchet estendida e Gumbel
estendida.

Entretanto, observa-se que algumas distribui¢oes modificadas de acordo com
a equagao (6) ndo geram distribuigdes novas. E o caso da distribuicao exponencial es-
tendida, obtida pela substituicao da funcao de distribuicao acumulada da distribuicao
exponencial com pardmetro a na equagao (6), e obtendo-se novamente a distribuigao ex-
ponencial com parametro aw, cuja funcao de distribuicao acumulada passa a ser dada por
Ft)=1—e" " o w>0.

A distribuicao uniforme estendida é a generalizacao da distribui¢ao uniforme
no intervalo (0, 1), pela equagao (6), e resulta na distribuigdo beta, com parametros o = 1
e w, em que sua funcdo de distribuigdo acumulada é dada por G(t) =1 — (1 — t)~.

A distribuicao Weibull, com parametros a > 0 e A > 0, gera a distribuicao
Weibull estendida que resume-se na distribuicio Weibull, com parametros aw™/* e A,
cuja funcao de distribuicao acumulada é F(t) = 1 — exp|—w(t/a)?].

A distribuicao Pareto, com parametros k > 0 e a > 0, gera a distribuicao
Pareto com parametros k e aw sobre a generalizacao das distribuicoes estendidas, cuja
fungao de distribui¢ao acumulada é F(t) = 1 — (k/t)*. A distribuicao logistica padrao
estendida é a generalizacao da distribuicao logistica, com parametros p =0e o =1, e
resulta na distribuicao logistica generalizada tipo II de parametros w e 1, com funcao de
distribuigdo acumulada dada por F(y) =1—[e™*¥/(1 4+ e ¥)¥], y € R.

Diferentemente das distribuigoes descritas acima, as distribuicoes estendi-
das qui-quadrado, gama, Fréchet e Gumbel, discutidas por Barros (2008), geraram novas
distribuicoes com o parametro adicional w, sendo que as distribuicoes Fréchet estendida
e Gumbel estendida foram apresentadas por Nadarajah e Kotz (2006) com o nome de
distribuicoes Fréchet exponenciada e Gumbel exponenciada. Porém, essas distribuigoes
apresentam a mesma estrutura das distribuicoes estendidas. A distribuicao Fréchet ex-
ponenciada (Fréchet estendida) é a generalizagdo da Fréchet padrao pela classe de dis-
tribuigdes estendidas. Nadarajah e Kotz (2006) apresentaram essa distribui¢ao e discuti-
ram a forma da funcao densidade de probabilidade e da funcao risco. Além disso, repre-
sentaram a funcao densidade de probabilidade como forma de mistura, desenvolveram a
expressao para os momentos e destacaram a importancia dessa distribuicao em aplicagoes

abrangendo testes de vida acelerados tais como em dados de terremoto, inundagao, cor-
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ridas de cavalo, precipitacao, fila em supermecardo, velocidade do vento, entre outros.
A distribuicao Gumbel exponenciada (Gumbel estendida) é a generalizacdo da Gumbel
padrao pela classe de distribuigoes estendidas. Nadarajah (2006) apresentou um trata-
mento detalhado das propriedades dessa distribuigao, apresentando as formas analiticas
da funcao densidade de probabilidade e funcao risco. O autor também calculou o n-ésimo
momento e a distribuigao assintética das estatisticas de ordem e investigou a variacao das
medidas de assimetria e curtose. Por fim, discutiu a estimacao pelo método de maxima
verossimilhanca e ilustrou sua aplicacao com dados de precipitacao pluvial em Orlando,
Floérida, Estados Unidos.

Por tltimo, Barros (2008) desenvolveu os momentos, a fungao geradora
de momentos e a funcao caracteristica para a distribuicao qui-quadrada estendida. A
distribuicao gama estendida foi introduzida, e apresentada a expressao para a funcgao
densidade de probabilidade e fungao de distribuicao acumulada na forma fechada e na
forma de expansao em série. Os momentos também foram calculados, assim como outras

propriedades.

2.3.4 Classe de distribuicoes betas

A classe de distribuigoes betas, que recebeu maior atencao apés o trabalho
de Eugene; Lee e Famoye (2002), é uma generalizagdo baseada na distribuigdo beta,
que considera G(t) para definir a fungao de distribuigdo acumulada da distribui¢do beta

generalizada, a qual é expressa como sendo:

F(t) = - (i,b) / w11 — w)tdw | (1)

em que a > 0 e b > 0 sdo os dois parametros novos de forma e B(a,b) é a funcao beta,

definida por B(a,b) = FF(EQ};ES) A funcao densidade de probabilidade é dada por:

1) = e CO 1= GO L >0,

Observe que a integral na equacao (7) é a fungao beta incompleta,

G
B (a,b) = / w1 —w)" duw.
0

A desvantagem dessa classe é que essa integral muitas vezes nao tem solugao

analitica, devido a funcdo de distribuicao acumulada G(t), ou depende de fungoes espe-
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ciais, como a funcdo B(a,b), necessitando portanto, de abordagens numéricas. Conse-
quentemente, a funcao de sobrevivéncia também requer procedimentos numéricos para
ser obtida.

Alguns autores trabalharam com essa classe de distribuicao, entre eles pode-
se citar Ojo e Olapade (2003), que consideraram a distribuigao beta logistica, denominada
por eles de logistica generalizada (distribuigao esta desenvolvida inicialmente por George
e Ojo (1980)) e provaram alguns teoremas que caracterizam essa distribuigao, além de
definir uma generalizacdo da distribuigdo log-logistica (beta log-logistica), determinar
seus momentos e estabelecer algumas relagoes entre a log-logistica generalizada e outras
distribuicoes.

Nadarajah e Kotz (2004) introduziram a distribuigao beta Gumbel, apresen-
taram a forma analitica da funcao densidade de probabilidade e funcao risco, calcularam
a expressao para o n-ésimo momento e a distribuicao assintotica da estatistica de ordem,
investigaram a variacao das medidas de assimetria e curtose e discutiram o método de
estimacao de maxima verossimilhanca.

Da mesma forma, Nadarajah e Kotz (2005) generalizaram a distribuigao ex-
ponencial, denominando-a distribuicao beta exponencial. As propriedades matematicas
da distribuicao beta exponencial foram discutidas e as expressoes para a funcao geradora
de momentos e fungao caracteristica foram derivadas. Os primeiros momentos, a variancia,
a assimetria e curtose foram apresentados. Também desenvolveram as expressoes para o
desvio médio sobre a média e sobre a mediana, a entropia de Rényi e Shannon e a dis-
tribuicao das estatisticas de ordem. A estimacao pelo método de maxima verossimilhanca
e o problema de simulagao foram discutidos e uma expressao para a matriz de informagcao
esperada foi apresentada.

Recentemente, Barreto-Souza; Santos e Cordeiro (2010) propuseram a dis-
tribuicao beta generalizada exponencial exponenciada, que é a generalizacao da dis-
tribuicdo exponencial generalizada exponenciada proposta por Gupta e Kundu (1999).
Essa distribuicao tem como casos particulares as distribuicoes beta exponencial e expo-
nencial generalizada. A funcao densidade de probabilidade como mistura de densidades
da distribuicao exponencial generalizada foi expressa, a funcao geradora de momentos
e os momentos foram derivados e a estimacao de parametros pelo método de méaxima

verossimilhanca foi discutida e a matriz de informagao esperada obtida.
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Na mesma abordagem, Pescim et al. (2010) propuseram a chamada dis-
tribuicao beta semi-normal generalizada, que é a generalizacao da distribuicao semi-
normal generalizada apresentada por Cooray e Ananda (2008), que contém como casos
especiais a semi-normal e a semi-normal generalizada. As expressoes para a funcao den-
sidade de probabilidade e para a funcao de distribuicao acumulada foram derivadas e
os momentos foram obtidos, assim como o método de estimacao de méxima verossimi-
lhanca foi utilizado. A matriz de informacao esperada foi calculada, bem como outras
propriedades de interesse. A utilidade dessa nova distribuicao foi ilustrada por meio de um
conjunto de dados reais mostrando a maior flexibilidade na analise de dados positivos em

relacao as ditribuicoes semi-Normal generalizada, semi-Normal, Weibull e beta Weibull.

2.3.5 Classe de distribuicoes Kumaraswamy

A classe de distribuicoes Kumaraswamy, recentemente proposta por
Cordeiro e Castro (2011), baseia-se na generalizacao da distribuicdo Kumaraswamy pro-
posta por Kumaraswamy (1980) para varidveis limitadas inferiormente e superiormente.

A funcao de distribuicao acumulada da distribuicao Kumaraswamy é dada por:
Fl)=1-(1-2Y%, 0<z<1l e \¢>0. (8)

Substituindo a variavel aleatéria x por G(t), na equacao (8), obtém-se a
classe de distribuicoes Kumaraswamy, cuja funcao de distribuuicao acumulada é dada

por:
Fy=1-{1-G®)*}7, 0<G@l) <1l e X\p>0, (9)

em que A > 0 e ¢ > 0 sao os novos parametros de forma.
A funcao densidade de probabilidade, funcao de sobrevivéncia e fungao risco

sao dadas por:

F(t) = Apg()GO 1L = G,

_ Apg()GM!
-Gy

St =[1—-GEN* e h(t)

respectivamente.
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Os momentos podem ser obtidos pelo calculo da integral

1y, = /Aso[l — GMNPTIG) g (t)thdt = 90/{G‘1 (ul”)}’“(l Wl

Ao que implica

sendo que a transformacao usada na integral descrita acima foi u = G(t)
em G~H(u)'?] = t.

A grande vantagem da classe de distribui¢oes Kumaraswamy é que esta pos-
sui forma fechada, ou seja, pode ser escrita de forma analitica, diferentemente da classe de
distribuicoes betas. Essa classe modela formas de risco constante, crescente, decrescente,
unimodal e em forma de U. Outra propriedade da classe de distribuicao Kumaraswamy
¢ que esta possui como caso particular a classe de distribuig¢oes exponenciadas quando
¢ = 1, a classe de distribuicoes estendidas quando A = 1 e as distribuigdes bases G(t)
quando A=1e p =1.

Pode-se citar alguns importantes trabalhos nesta area, como, por exemplo,
o trabalho de Cordeiro e Castro (2011), que propuseram as distribuigoes Kumaraswamy
gama, Kumaraswamy gumbel, Kumaraswamy gaussiana inversa, Kumaraswamy normal

e Kumaraswamy Weibull; e o trabalho de Santana (2010), que apresentou as distribuigoes

Kumaraswamy-log-logistica e Kumaraswamy-logistica.

2.4 Modelo de regressao

Na prética, é comum a ocorréncia de situagdes em que uma ou mais co-
variaveis estao relacionadas aos tempos de sobrevivéncia, isto é, os tempos de falha sao
influenciados por covariaveis. Na area das ciéncias biomédicas, por exemplo, podem ser a
idade, a altura, um tipo de tumor cancerigeno, a quantidade de hemoglobina no sangue
etc.

T um vetor for-

Considere T' uma varidvel aleatdria e seja x = (z1,...,7,)
mado por p variaveis explanatérias. Um modo de estabelecer uma relagao entre 7" e x é por
meio da utilizagao de modelos de regressao. No contexto dos dados de sobrevivéncia, uma
maneira de incluir as covariaveis na analise é realizada utilizando-se a classe de modelos de
locacao e escala, também conhecidos como modelo de tempo de vida acelerado ou modelo

paramétrico. Existe uma vasta literatura sobre modelos de regressao locagao-escala, por

exemplo, Cox e Oakes (1984), Kalbfleisch e Prentice (2002) e Lawless (2003).
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2.4.1 Modelo de regressao locagao-escala

Assumindo censura a direita, o modelo de locacao-escala é dado da seguinte

forma:

Y=p+oZ, (10)

supondo que Y pertence a familia de distribuicoes que se caracteriza pelo fato de ter um
parametro de locagao p (—oo < pu < o0) e um parametro de escala o (0 < 0 < 00).
As distribuig¢oes que pertencem a essa familia tém funcao densidade de pro-

babilidade da forma:

L ry—p
f(y;u,a)Z—g( ) —00 <y < 00
ag o

e fungao de sobrevivéncia G(%>£).

Considerando a transformacao Y = log(T'), tem-se que o parametro de
locacdo p depende do vetor de covaridveis x, denotado por u(x) = x’'3, em que B =
(Bi1,---,By)" é o vetor de parametros desconhecidos. O modelo de regressao que relaciona
Y e o vetor de varidveis explicativas x ¢ o modelo de locagao-escala, que pode ser escrito

da seguinte forma:
Y =pu(x)+0Z,

em que Z é um erro aleatério.

Observa-se que esse modelo é log-linear para 7', logo, ¢ um modelo de
regressao linear para Y. Outra caracteristica desse modelo é que o vetor de variaveis
explicativas x tem efeito multiplicativo em 7. Além disso, a fun¢ao de sobrevivéncia para
Y dado x, tem a forma G (%) , em que G(z) é a fungao de sobrevivéncia de Z. Lawless
(2003) apresenta mais detalhes dessa classe de modelos, além de véarios modelos usando
distribuicoes de probabilidade para T', comumente usadas em analise de sobrevivéncia.

Na presencga de censura intervalar, os dados observados consistem de um
intervalo (log(u;), log(v;)) para cada individuo, no qual esses intervalos sao conhecidos e

inclui y; com probabilidade um, ou seja, P(log(u;) < y; < log(v;)) = 1, e se log(v;) = oo,

entao o logaritmo do tempo é censurado a direita para y;.
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2.5 Inferéncia estatistica

Assumindo um modelo paramétrico para a analise dos dados, deseja-se fazer
inferéncias com base nesse modelo. Em geral, essa analise torna-se mais complicada
quando precisamos incorporar dados censurados. O objetivo desta secao é apresentar o
método de maxima verossimilhanca e uma abordagem bayesiana para estimacao e testes

nos modelos propostos.

2.5.1 Meétodo de maxima verossimilhanca

Sejam (y1,01), (Y2,02), -, (Yn, 0n), n observagoes independentes em que

y; = log(t;), representa o logaritmo do tempo de falha ou censura, paratodoi = 1,2, ..., n.

Assim sendo, o logaritmo da funcao de verossimilhanca, considerando uma amostra com-
pleta, é dado por:

18) = > log | F(w)] + 3 log [S(w)] (11)

icF icC

em que f(y) e S(y) sdo as fungdes densidade de probabilidade e sobrevivéncia da varidvel

aleatéria Y, 8 é o vetor de parametros e ' e C' denotam o conjunto de observagoes

nao censuradas e censuradas, respectivamente. Para obter os estimadores de maxima

verossimilhancga é preciso derivar [(€) em relagdo ao vetor de parametros desconhecido 6.

Portanto, esses estimadores sao obtidos resolvendo o seguinte sistema de equagoes:

vy 20)

Porém, para obter o estimador de maéaxima verossimilhanca para os
parametros, é necessaria a utilizacao de métodos iterativos, pois geralmente esse sistema é
nao-linear. Por exemplo, um algoritmo de otimizacao Newton-Raphson ou quase-Newton.

As propriedades assintoticas dos estimadores de méaxima verossimilhanca
sao necessarias para construir intervalos de confianca e testar hipdteses sobre os
parametros do modelo, utilizando-se do fato que 0 tem distribuicao normal assintética
multivariada sob certas condigoes de regularidade com média @ e matriz de variancias

e covariancias dada pelo inverso da matriz de informagao de Fisher (I(8)7!), em que

1(6) = E[L(e)}, tal que, 1.(8) = —{%}.

Como nao ¢ trivial calcular a matriz de informacao I(0) devido as ob-

servagoes censuradas, pode-se usar a matriz Hessiana, —L(0), avaliada em 6 = 0, que é
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um estimador consistente para I(@). Portanto, a distribuigao assintética para 06 especi-
ficada por 9 ~ Na{6"; L(6)"'}, em que L(0) é matriz de informaciio observada e d é
o numero de parametros do modelo.

Quanto a interpretacao dos coeficientes estimados do modelo de regressao,
uma possivel proposta é baseada na razao dos tempos medianos (HOSMER Jr;
LEMESHOW, 1999). Dessa forma, quando a covariavel é binaria (1 ou 0) e considerando
a razao dos tempos medianos com x = 1 no numerador, se B é negativo (positivo) im-
plica que individuos com x = 1 apresentam tempo mediano de sobrevivéncia reduzido
(aumentado) em e? x 100 relativamente aos individuos no grupo com z = 0, fixando as
demais covariaveis. Essa interpretacao pode ser estendida para covariaveis continuas ou
categoricas.

Diversos autores utilizaram o método de maxima verossimilhanga no con-
texto da andlise de sobrevivéncia para estimar os parametros de distribuicoes, entre eles,
Nadarajah e Kotz (2005) que trabalharam com as distribui¢oes beta exponencial e Weibull
exponenciada. Mais recentemente, Silva; Ortega e Cordeiro (2010), Pescim et al. (2010)
utilizaram esse método para estimar os parametros das distribui¢oes beta Weibull modi-

ficada e beta generalizada semi-normal, respectivamente.

2.5.2 Analise bayesiana

Considere que t = (ti,t,...,t,)7 seja um vetor de n observacoes e
0 = (01,05,...,04)T o vetor de parametros. Um dos grandes objetivos da estatistica
é procurar conhecer os parametros populacionais com base nas n observagoes obtidas
de amostragem ou experimentacao. Uma metodologia muito utilizada para esse fim é a
inferéncia bayesiana (SILVA, 2009).

Na inferéncia bayesiana, as n observagoes sao associadas a fungoes densidade
de probabilidade f(t|@), em que 0 indexa a familia de distribuigdes das observagoes.

O verdadeiro valor de 0 ¢é desconhecido e para a inferéncia bayesiana também
é considerada uma variavel aleatoria. Nesse contexto, @ possui uma distribuicao associada.
Na andlise bayesiana a informagao disponivel a priori em relagao a @ é muito importante.
Essa informagao ¢é traduzida em forma de uma distribuicao de probabilidade, denotada
por 7(8).

A distribuicao a priori deve representar, probabilisticamente, o conheci-
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mento que se tem sobre o parametro 6. Essa distribuicao pode ser informativa ou nao
informativa. As prioris informativas sao utilizadas quando se tem algum conhecimento
prévio sobre o parametro, e as nao informativas sao usadas quando se tem pouca ou
nenhuma informacao sobre o parametro (PAULINO; TURKMAN; MURTEIRA, 2003).

A informagao a priori combinada com a fung¢ao dos dados, conhecida como
fungao de verossimilhanca L(8|t), resulta na distribuicdo a posteriori 7(@|t), e esta é
representada por meio do teorema de Bayes, dada por:

L(O]t)7(6)
J5 L(B[t)(6)d0’

©(0]t) =

em que © denota o espago paramétrico de 8. O denominador funciona como uma constante
normalizadora que nao depende de 6.

Assim, o teorema pode ser reescrito como:
7(0|t) o< L(O|t)m(0).

Por meio do teorema de Bayes é possivel atualizar a informacao a respeito
do parametro, e utiliza-lo para quantificar esse aumento de informacao, sendo este um ele-
mento essencial na andlise bayesiana, pois toda a inferéncia ¢ feita a partir da distribuicao
a posteriori.

Considerando o vetor de parametros 0, é necessario obter a distribuicao
marginal a posteriori para cada parametro 6;, i = 1,2, ,d obtidas por meio de inte-

gracao da densidade conjunta a posteriori:

w(@i\t):/m/w(mt)d&-.

No entanto, a resolucao analitica dessa integral é em geral impraticavel.
Uma das alternativas ¢é a utilizacao de métodos nimericos, dentre os quais se destacam os
algoritmos dos métodos de Monte Carlo via Cadeias de Markov (MCMC), que tém como
objetivo simular um passeio aleatorio no espago do parametro @, o qual converge para
uma distribuigao estacionaria, que é a distribuigado marginal a posteriori de § (PAULINO;
TURKMAN; MURTEIRA, 2003).

Os métodos MCMC utilizam a simulacao estocastica considerando as dis-
tribuicoes condicionais completas a posterior: de cada parametro para gerar amostras que

convergem para a densidade marginal, com o aumento dessa amostra.
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A distribuicao condicional completa a posteriori do parametro 6 é denotada
por w(6;|0_;,t), e é obtida considerando que, na densidade a posteriori conjunta, os demais
parametros @_; sao conhecidos e, assim, a expressao se torna menos complexa, ja que as
constantes podem ser desconsideradas.

Quando a expressao da condicional completa tem uma forma conhecida, é
utilizado o método de simulagao amostrador de Gibbs, e quando a condicional completa
tem uma forma desconhecida, é utilizado o algoritmo Metropolis-Hasting (HASTINGS,
1970).

O amostrador de Gibbs é um esquema iterativo de amostragem de uma
cadeia de Markov, cujo ntcleo de transicao é formado pelas condicionais completas. O

algoritmo do amostrador de Gibbs é um processo iterativo da seguinte forma:
1 Atribua um valor inicial para 8° = (69,65, ---,6Y),
2 Obtém-se um valor para 6(;) da seguinte forma:

(i) amostre 0, de (01|65, ,HS,t),

(ii) amostre 65 de 7(05|607,03,--- ,09,t),

(iii) amostre @) de 7(0}|01,05,--- .0} ,.t),
Completa-se assim uma iteracao do esquema de transicao de 8° para 6",
3 Repete-se 0 passo 2 m vezes, até a convergéncia ser alcancada.

O algoritmo de Metropolis-Hasting usa a idéia de gerar um valor de uma
distribuicao auxiliar, o qual é aceito com uma dada probabilidade. Esse mecanismo de
correcao garante a convergéncia da cadeia para a distribuicao de equilibrio.

Para inicializar o algoritmo de Metropolis-Hasting um valor inicial para 6
é dado, 8°. Agora, suponha-se que o algoritmo encontra-se na iteracdo m e que se deseja
obter uma nova observacao 0" de f(z) = m(x|0™;,t) em que z representa um valor de ;.

Procede-se da seguinte maneira:

(i) amostre um ponto y de ¢(2zn,,y) em que z,, denota o valor atual de 6, e q(z,,,y) é

uma distribui¢do proposta (fungao de transigao apropriada),
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(ii) amostre um ponto u da U[0,1] caso u < a(zm,y) faga 2,11 = y, caso contrério, faga

Zmal = Zm em que oz, y) = mm{l, —f’E;))éf;ﬁ% }

Repete-se esses passos até que a convergéncia da cadeia seja atingida. A
distribui¢ao proposta ¢(z, y) deve ser de facil simulagao e garantir uma convergéncia rapida
para a distribuigao alvo 7(6™;|0™;,t) (CHIB; GREENBERG, 1995).

A idéia principal dos algoritmos MCMC é que, a medida que o nimero de
iteragoes aumenta, a cadeia gerada se aproxima da distribuicao de equilibrio, ou seja,
da densidade marginal desejada de cada parametro. Assim, é necessario monitorar a
convergencia das sequéncias geradas pela cadeia de Markov. Existem varios critérios
propostos com esse intuito e uma possibilidade é utilizar o método proposto por Gelman
e Rubin (1992).

Esses autores propuseram um método de simulagao baseado em véarias
cadeias de Markov simuladas a partir de varios pontos iniciais. Assim, o método de Gel-
man e Rubin esta baseado na construcao de [ cadeias independentes, cada uma partindo
de valores iniciais distintos. Além disso, para cada parametro, devem-se descartar as
primeiras iteracoes para eliminar o efeito do valor inicial, e, para evitar os problemas de
correlacao, deve-se considerar um espacamento entre as iteragoes sucessivas. Desse modo,
obtém-se uma amostra final 8@ = (8" 0% ... 81"} em que v denota a v-ésima
cadeia e s denota a s-ésima réplica na v-ésima cadeia, s = (1,--- ,m)ev = (1,--- ).

Para verificar a convergéncia a partir do método de Gelman e Rubin, con-
sidere que U represente qualquer um dos componentes do vetor de parametro 6. Para

cada parametro de interesse, calcula-se:

m

= —Zuvs e S L 1 Z(uvs _ﬂv.)27

a média e a variancia, respectivamente, de U para cada acadeiav=1,--- L.
Agora, calcula-se a variancia entre as cadeias e a variancia dentro das

cadeias, respectivamente, dadas por:
m L g2
_ = 77 )2 _ ‘v
B_l—lz(uv‘ u.)” e W—Z ;-
v=1 v=1
em que u_ = %Zizl Uy
A variancia de U é estimada como a média ponderada de W e B
1

- 1
2=""""W 4B,
m m
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Teém-se que U segue uma distribuicao ¢t de Student com parametro de

locacdo 1 = w., parametro de escala \/§ = \/JAZ—l—B/lm e graus de liberdade

gl = 2V2/5ar(V) em que:

o~ m—1\21___ [+1N\2 2
var(V) = (—m ) 7var(sz) + ( o ) 1 182
[ —1 —1) - _—
+2( )(m ) [cov(si,ﬂi) - 2@_00@(33,%')]

2m

2

v

e as variancias e as covariancias sao estimadas a partir dos [ valores amostrais de sZ, ..

=2
eu; .

A convergéncia é monitorada calculando o fator de reducgao de escala que é

definido como:

~

N (K)g_l

W/gl—2

em que R mede o fator de reducao que sofreria o parametro de escala da distribuicao ¢
de Student para U se a simulacao continuasse.

A medida que n cresce, R converge para 1. Na pratica, assume-se con-
vergéncia quando R estd préximo de 1 e as iteragoes selecionadas para compor a amostra
final sdo independentes e identicamente distribuidas (GELMAN; RUBIN, 1992). Por-
tanto, quando o fator de reducao potencial de escala apresenta um valor elevado, haveria
razao para acreditar que um maior niimero de simulagoes proporcionaria uma melhora na
inferéncia sobre a distribuicao desejada.

A distribuicao marginal a posteriori de um parametro 6; contém toda a
informacao probabilistica a respeito deste parametro. No entanto, algumas vezes é
necessario resumir a informacao contida nesta distribuicao por meio de alguns valores
numéricos. Um caso simples ¢ a estimacao pontual de 6;, em que se resume a distribuigao
marginal a posteriori por meio de um tnico nimero, (97 E importante também associar
alguma informacao sobre o quao precisa é a especificacao deste nimero. As medidas de
incerteza mais usuais sao: a variancia e o coeficiente de variagao para a média a posteriort,
a medida de informacao observada de Fisher para a moda a posteriori e a distancia entre
quartis para a mediana a posteriori (EHLERS, 2007).

A propria idéia de estimacao de parametros por ponto, conduz, no cenario
bayesiano, a tomar como estimativas os pontos criticos da distribuicao a posteriori. Um

resumo de 7(0|t) mais informativo do que qualquer estimativa pontual é obtido de uma
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regiao do espago paramétrico, ®, que contenha uma parte substancial da massa proba-
bilistica a posteriori (PAULINO; TURKMAN; MURTEIRA, 2003).

Ehlers (2007) define C' como um intervalo de credibilidade de 100(1 — )%
para @ se P(8 € C) > 1 — a. Assim, quanto menor for o tamanho do intervalo, mais
concentrada é a distribuicao do parametro, ou seja, o tamanho do intervalo informa sobre
a dispersao de 6.

E possivel construir uma infinidade de intervalos utilizando a defini¢ao
acima, mas é de principal interesse aquele com menor comprimento possivel. Os intervalos
de comprimento minimo sao obtidos tomando-se os valores de 8 com maior densidade a
postertort, denominados intervalos de credibilidade de maxima densidade a posteriori, ou
intervalos HPD.

Segundo Ehlers (2007), um intervalo de credibilidade C' de 100(1 — &) % para
0 ¢ de méxima densidade a posteriori se C = {6 € © : w(0|t) > k(«)}, em que k(«a) ¢ a
maior constante tal que P(@ € C') > 1 — a.

Usando essa definicao, todos os pontos dentro do intervalo de maxima den-
sidade a posteriori (intervalo HPD) terao densidade maior do que qualquer ponto fora do
intervalo.

Em analise de sobrevivéncia, existem varios trabalhos utilizando a abor-
dagem bayesiana. Por exemplo Cancho; Bolfarine e Achcar (1999) apresentaram a andlise
bayesiana para a distribui¢ao Weibull exponenciada. Além disso, Silva et al. (2008)

aplicaram a metodologia bayesiana para o modelo de regressao log-Burr XII.

2.6 Estatisticas AIC, BIC e CAIC

Alguns critérios comuns na literatura podem ser utilizados para selecao de
modelos. Esses critérios levam em consideracao a complexidade do modelo no critério
de selecao. Sao critérios que, essencialmente, penalizam a verossimilhanca, utilizando o
nimero de variaveis do modelo e, eventualmente, o tamanho da amostra. Essa penalizacao
é feita subtraindo-se do valor da verossimilhanca uma determinada quantidade do quao
complexo é o modelo.

Akaike (1974) propos utilizar a informacao de Kullback-Leibler para a
selacao de modelos. Ele estabeleceu uma relagao entre a maxima verossimilhanga e a in-

formacao de Kullback-Leibler desenvolvendo entao um critério para estimar a informagcao
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de Kullback-Leibler, posteriormente chamado critério de informacao de Akaike (AIC).
Liang e Zou (2007) propuseram um AIC corrigido (CAIC).

O critério de informagao bayesiano (BIC), também chamado de critério de
Schwarz (1978), é um critério de avaliacdo de modelos definido em termos da probabilidade
a posteriori, sendo assim chamado porque Schwarz forneceu um argumeto bayesiano para
prova-lo. Segundo esses critérios, o melhor modelo sera aquele que apresentar menor valor
para AIC, BIC e CAIC.

Considerando uma amostra aleatéria Xy, ..., X, de tamanho n e o vetor de

parametros 0, as estatisticas AIC, BIC e CAIC podem ser calculadas por:

AIC = —21(0) +2d,
BIC = -=2l(0)+ dlog(n),
2(d+2)(d + 3)

CAIC = AIC+

n—d—-3 "’
em que [(6) é o logaritmo da func¢do de verossimilhanga e d representa o nimero de
parametros estimados do modelo.

Silva; Ortega e Cordeiro (2010) e Cordeiro e Castro (2011) utilizaram a
estatistica AIC para comparar uma nova familia de distribuictes generalizadas e o modelo
beta Weibull modificado com outros sub-modelos, respectivamente. Pescim et. al (2010)
utilizaram as estatisticas AIC, BIC e CAIC para o mesmo propdsito mas comparando

com o modelo beta generalizada semi-normal.
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3 DISTRIBUICAO KUMARASWAMY GAMA GENERALIZADA

A distribui¢ao gama generalizada (GG) introduzida por Stacy (1962) é um
modelo muito popular para analisar dados assimétricos. Possui como sub-modelos dis-
tribuigoes amplamente utilizadas na analise de dados de tempo de vida, como as dis-
tribuigoes Weibull, gama, Rayleigh, entre outras. A distribuicdo GG acomoda diferentes
tipos de risco, ou seja, forma crescente, decrescente, unimodal e forma de U. A distribuicao
GG tem sido usada estensivamente nas ultimas décadas para a modelagem de dados de
sobrevivéncia, engenharia de confiabilidade, analise de falhas, hidrologia, entre outras
areas.

Diversos autores nos tltimos anos tém concentrado seus esfor¢os na ge-
neralizacao de familia de distribuigoes de probabilidade, obtendo, dessa forma, maior
flexibilidade e, consequentemente, ganhado na modelagem de dados e na capacidade de
incorporar um grande ntimero de sub-modelos nas distribuigoes generalizadas. Nesse con-
texto, seguindo a ideia de Cordeiro e Castro (2011), que recentemente apresentaram a
classe de distribuigoes Kumaraswamy, o objetivo deste capitulo foi propor uma nova dis-
tribuicao, denominada distribuicao Kumaraswamy gama generalizada, que é uma juncao
da distribuicao Kumaraswamy com a distribuicao gama generalizada.

Essa nova distribuicao, devido a sua flexibilidade para acomodar muitas
formas para a funcao risco, ¢ uma importante distribuicao de probabilidade, pois pode ser
utilizada em uma grande variedade de problemas na andlise de dados de sobrevivéncia.
Além disso, a nova distribuicao é também adequada para testar a qualidade do ajuste de
seus sub-modelos especiais. O restante do capitulo esta organizado da seguinte forma:
na secao 3.1, a distribuicao Kumaraswamy gama generalizada foi descrita e alguns im-
portantes sub-modelos apresentados. As propriedades matemaéticas da nova distribuicao
sao apresentadas na secao 3.2. Estimacao pelos métodos de maxima verossimilhanca e
bayesiana estao presentes nas secoes 3.3 e 3.4, respectivamente. Por fim, a andlise de dois

conjuntos de dados reais é dada na secao 3.5.

3.1 Distribuicao Kumaraswamy gama generalizada

Seja G(t;a, 7, k) a fungao de distribuicao acumulada da distribuicao GG
(STACY, 1962) apresentada na equagao (2). As propriedades bésicas da distribuigao GG
sao dadas por Stacy e Mihram (1965) e Lawless (1980, 2003). A nova distribuigao, de-
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notada por distribuigdo Kumaraswamy gama generalizada (KumGG), é uma composigao
baseada na classe de distribuigbes Kumaraswamy proposta por Cordeiro e Castro (2011),
apresentada na sec¢ao 2.3.5 e na distribuicao G(t; a, 7, k), na qual, substituindo na equagao
(9), G(t) pela funcao de distribuigao acumulada da distribui¢do GG obtém-se, entao, a
distribuicaio KumGG com cinco parametros a« > 0, 7 > 0, &k > 0, A > 0 e ¢ > 0, cujas
fungdes de distribui¢ao acumulada e densidade de probabilidade (para t > 0) sao definidas

pelas equagoes (12) e (13), respectivamente.

Fo=1- (- (o ()} n

0= (@) e [ T QT 0 {als (0T 09
em que 7 (-,-) é a razdo da fun¢ao gama incompleta definida na equagao (2). Na fungao
densidade de probabilidade (13), a é um parametro de escala e os outros parametros T,
k, A e  s@o parametros de forma. A Figura 2, (a), (b) e (¢) mostra o grafico da funcao
densidade de probabilidade da distribuicao KumGG para diferentes valores de parametros,
em que se observa a maior flexibilidade da distribuicao KumGG devido aos parametros A
e p.

Se T é uma variavel aleatoria positiva com densidade dada pela equacao

(13), pode-se escrever, entao, que T ~ KumGG(a, 7, k, A, ).

A fungao de sobrevivéncia S(t) e fungao risco h(t), para a varidvel aleatéria

T, com distribuicao de probabilidade KumGG(a, 7, k, A, ¢) sd@o dadas, respectivamente,

por:
St) =1-F() = (1 - {% {’f (iﬂ }AY - {1 - [oﬂ’f;(k) ]f; (_1)(J:+(Tjj;j:(kmr}¢

)\907- t\ Thk—1 t\T t\T A—1 t\T A\ —1

= gma) e G) Gl 0=t ]))
A caracteristica da distribuicado KumGG é que sua funcao risco acomoda
as formas crescente, decrescente, unimodal e forma de banheira. O gréfico da funcao de

sobrevivéncia e risco sao dados, respectivamente, pelas Figuras 3 e 3.1. Na Figura 3, tem-

se em (a) o grafico da fungao de sobrevivéncia da distribuicdo KumGG para diferentes
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Figura 2 - Grafico da func¢ao densidade da distribuicago KumGG para diferentes valores de

parametros

valores de A e em (b) o gréfico da fungao de sobrevivéncia da distribuicio KumGG para
diferentes valores de . Na Figura 3.1, tem-se em (a) o grafico da fungao risco na forma
de banheira, (b) o grafico da funcao risco na forma unimodal e em (c) o grafico da fungao
risco nas formas crescente, decrescente e constante.

Alguns sub-modelos da distribuicao KumGG sao descritos a seguir:
i) Distribuicao Gama Generalizada Exponenciada

Se ¢ = 1, a distribuicao KumGG se reduz a:

que é a distribuicao gama generalizada exponenciada (GGE), cuja fungao densidade de
probabilidade foi introduzida por Cordeiro, Ortega e Silva (2011). Se 7 = ¢ = 1 em
adigdo com k = 1, corresponde a distribuigdo exponencial exponenciada (EE) proposta
por Gupta e Kundu (1999, 2001). Se 7 = 2 em adi¢do com k = ¢ = 1, obtém-se a
distribuigao Rayleigh generalizada (GR) (KUNDU; RAQAB, 2005).

ii)Distribuigéo Kum-Weibull (CORDEIRO; CASTRO, 2011)
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Figura 3- (a) Gréfico da funcao de sobrevivéncia da distribuicdto KumGG para diferentes
valores de A. (b) Gréfico da funcdo de sobrevivéncia da distribuicado KumGG para

diferentes valores de ¢
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Figura 4 - Fungoes risco da distribuigao KumGG. (a) Grafico da funcao risco na forma de
banheira. (b) Grafico da fungdo risco na forma unimodal. (¢) Gréfico da fungao

risco nas formas crescente, decrescente e constante
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Para k = 1, a equagao (13) se reduz a:
A t\7T—1 t\T tN\NT A—1
0 = Z5E) e =@ Hi-e - () ])
a \«a o Q@
ENTTY M\ o1
<(1-{1-e |- (2)]}) . t>0,
o
que é a distribuicato Kum-Weibull (KumW). Se ¢ = k = 1, obtém-se a distribuigao
Weibull exponenciada (WE) (MUDHOLKAR; SRIVASTAVA; FREIMER, 1995). Se
o =X =k =1, a expressao (13) torna-se a distribuicio Weibull. Se 7 = 2 e k = 1,
obtém-se a distribui¢ao Kum-Rayleigh (KumR). Se k¥ = 7 = 1, tem-se a distribuigao

Kum-exponencial (KumE). Se ¢ = A = k = 1, obtém-se as distribui¢oes exponencial

(1 =1) e Rayleigh (7 = 2).

iii) Distribuigao Kum-Gama (CORDEIRO; CASTRO, 2011)

Para 7 = 1, a distribuigao KumGG se reduz a:

0 = (&) e[ () ls ()
(- pule () o

que é a distribui¢ao Kum-Gama (KumGy) com quatro parametros. Se ¢ = 7 = 1, tem-se

a distribuicdo gama exponenciada (GE3) com trés parametros. Se ¢ = 7 = o = 1,
corresponde a distribuicao gama exponenciada (GE;) com dois parametros. Mas, se
k = 1, obtém-se a distribuicdo Kum-gama com um parametro. Se ¢ = A\ = 7 = 1,
corresponde a distribuicao gama com dois parametros. Além disso, se kK = 1, tem-se a

distribuicao gama com um parametro.

iv)Distribuigao Kum-Qui-Quadrado (nova)

Set=2 a=2ek=2%, afuncio densidade de probabilidade ¢ dada por:

10=565) e [-@IMG] {1-BEITT =0

que ¢ a distribuicao Kum-qui-quadrado (Kum-Qui). Se ¢ =1, a =7 =2¢ k = §,

P
2

obtém-se a distribuicdo qui-quadrado-exponenciada (Qui-E). Se ¢ = A = 1, além de

a=1=2ek=p/2 obtém-se a distribuigao qui-quadrado.

v)Distribui¢ao Kum-Qui-Quadrado Dimensionada (nova)
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Parat=1, a=v20¢k = £, a distribuicdlo KumGG torna-se:

10 = () -G )
(Pl )

que é a distribuicao Kum-qui-quadrado dimensionada (KumQuiD). Para ¢ = 7 = 1,

a=+V20ek = £, obtém-se a distribuicao qui-quadrado exponenciada dimensionada
(QuUiED). Se ¢ = A = 1, além de o = 20, 7 = 1 e k = p/2, tem-se a distribuicao

qui-quadrado dimensionada (QuiD).

vi) Distribui¢ao Kum-Maxwell (nova)
Parat =2 a=v0ek= g, a distribuicao KumGG se reduz a:
4o, t? 3 12\ 1 3 1P\ et
0=zt o -GG U-GEIT e
que é a distribuicio Kum-Maxwell (KumMa). Para ¢ = 1, 7 = 2, a = V0 e
k = %, obtém-se a distribui¢ao Maxwell exponenciada (ME). Se ¢ = A = 1 além de

a=+0,7=2ek =3/2, reduz-se a distribuicio Maxwell (Ma) (BEKKER; ROUX, 2005).

vii) Distribuicaio Kum-Nakagami (nova)

Para 7 =2, a = y/w/p e k = p, a distribuicio KumGG torna-se:

f(t) = %tz‘“l exp [— (%z)] [71 (u, %)}H{l - [% (u, %ﬁ)]x}w—17 t>0,

que é a distribuicio Kum-Nakagami (KumNa). Para ¢ = 1, 7 = 2, a = \/w_/u e
k = p, obtém-se a distribuicao Nakagami exponenciada (NE). Se ¢ = A = 1, além de
a = \J/w/p, 7 =2 ek = p, corresponde a distribuicio Nakagami (Na) (SHANKAR et
al., 2001).

viii) Distribui¢do Kum-Semi-Normal-Generalizada (nova)

Se =2y, a= 92270 ¢ k = %, a distribuicao KumGG torna-se:

10 = 222 e 30 A6

(-Gl 1) o
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que se refere a distribuigdo Kum-Semi-Normal-Generalizada (KumSNG). Para ¢ =1, 7 =
27y, a = 2270 ¢ k = 1 /2, obtém-se a distribui¢do semi-normal generalizada exponenciada
(SNGE). Para a = 220, 7 = k = 2, tem-se a distribuicio Kum-semi-normal (KumSN).
Se p =1, a = 2%0, T =2ek = 1/2, o modelo se reduz a distribuigdo semi-normal
exponenciada (SNE). SE ¢ = A = 1, além de a = 2%9, T = 27, k = 1/2, obtém-se a
distribuigdo semi-normal generalizada (SNG) introduzida por Cooray e Ananda (2008).
Entretanto, se ¢ = A = 1 além de a = 2%0, T =2ek = 1/2, tem-se a distribui¢ao

semi-normal (SN).

3.2 Propriedades gerais

Para encontrar algumas propriedades da distribuicago KumGG, a funcao
densidade de probabilidade (13) pode ser reescrita numa combinagao linear da distribuicao
GG. Dessa forma, considere a seguinte expansao:

s (=1T(0)
(1-— Z)b = =%, (14)
2 15 j)
que serve para |z| < 1 e b > 0 um nimero real e ndo-inteiro. Assim, a quantidade

T A\ p—1
(1 — {71 [k:, <§> ] } )so da fungao (13) pode ser reescrita usando a expansao dada em
(14). Logo, a fungao densidade de probabilidade da KumGG(a, 7, k, A, ) em forma de

expansao é:
0 = Fm@ e @O SR
< fule (D)) 15

Usando a expansao (105) dada no Apéndice A em (15), obtém-se

0= (D) e - () S, SR bl () 0o

Por outro lado, se Am + 7 > 0 é um valor real nao-inteiro, o termo

T Aj+m
{71 [k:, <§> } } da expressao em (16) é reescrito da seguinte forma:

G T = (o foal ()
- X (RO

=0
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T l
Mas utilizando a expansao binomial para a quantidade {1 -m [k, <§> ] }

da expressao acima, a funcao densidade de probabilidade fica como:

0 = (O e[ ()] 5 5 CU

Pl (o =J)5!
G BIEON

Portanto, usando a expansao (110) dada no Apéndice A e intercalando

Yo Zf;:o por » 2> 2, a funcdo densidade de probabilidade f(t) pode ser expressa

como uma combinacao linear da distribuicao GG:

t) = Z Wd,q ga,T,k(1+Q)+d<t>7 t>0, (17)
d,q=0

em que G(a,rk(1+q)+d)(t) tem distribuicdo GG(o, 7, k(1 + q) + d) e os coeficientes de pon-

deracao wg, sao dados por:

e $ L et (52 () g

7,m=0 [=q

A quantidade s,,(\) é dada por (106) e os coeficientes ¢, 4 sao determinados

a partir da relacdo de recorréncia (109).

3.2.1 Momentos

Algumas das principais caracteristicas de uma distribuicao, como, por e-
xemplo, tendéncia, dispersao, assimetria e curtose, podem ser estudadas por meio dos
momentos. Assim, o r-ésimo momento ordinario da distribuicao GG(«, 7, k) (STACY,
1962) ¢ obtido da seguinte forma:

, D(k+r/T)
Hrcc = T

Logo, considerando a fungao densidade de probabilidade (17); o r-ésimo mo-
mento ordinario da distribuicao KumGG, obtidos a partir dos momentos da distribuicao
GG(a, 7, k(1 + ¢) + d) é dado por:

. S (I TR+ q) + d 4 /7] 5m(A) e (N +m) (1
Hp=a"AeTle) DL D) L(k)™H T (i — j) j! ( z )<q)

d,q,j;m=0 l=q
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Uma outra representacao para os momentos é obtida por meio de operagoes

algébricas realizadas na seguinte expressao:
;o )\QDTO(T_I /+oo (i)TkJrrl o [_ <£>7i|{ |:k; <£)T] })\1
Hr I'(k) 0 a P o T «
tN\T A\ p—1
x (1 _ {% [k (-) }} ) dt. (19)
«Q
O préximo passo é fazer uma mudanga de variavel, substituindo z = (ﬁ)T

m (19). Dessa forma, tem-se:

Apa” [T r _ p—1
- ket Tl _ B 1 =~y (ko) dz. 20
[y F(k)/o T exp (—x) 71 (k, ) [ 7 ( ,r)] % (20)

Observe que, para ¢ > 0 um numero real e nao-inteiro, o termo

p—1
1 — v (k, x)’\} da expressao (20) pode ser escrito como:

[1 - N (kw%))\} o = Z %Vl (ka x))\j : (21)

Logo, substituindo (21) na equacao (20) obtém-se:

Cdpa” = (“1)IT(p) [T e N

14y htr—1 _ (14+4)—1

T T JZEF (p=3) J'/ e (=) (k)T da (22)
Para A > 0, utilizando a expansao (104) para v, (k, x) (1+)-1 dada no

Apéndice A, tem-se:

o (k2 sz e (DTN (e e

=0

Entao, substituindo o resultado(23) na expressao (22), tem-se, portanto, o

r-ésimo momento da ditribuicaio KumGG dado por:

>\<pa Zzwalm< Lom >7 (24)

RO e
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Nota-se que, para a integral definida em [ (k‘, -, m), a funcao gama incom-

pleta denotada por 7 (k, x), pode ser reescrita por meio de uma expansao em série dada

m (107) (Apéndice A). Assim, [(k, %,m) ¢ dada por:

r [e.@] - o0
(i fom) = [ a5 ent-n )
7_m i x Lexp(— 0 Z k:+pp' dx

p=

Segundo Nadarajah (2008b), a integral acima é determinada de acordo com
alguns resultados em termos da fungao de Lauricella do tipo A (EXTON, 1978; AARTS,
2000) definida por:

Ff(‘n) (a; bl, .. bn;cl, e Xy e Ty) =

Z Z m1+ +mn (bl)ml ... (b’ﬂ>mn x71m e gmn

m1=0 S— (Cn)mn ml! . e mn' ’

em que (a); = a(a+1)---(a +1i— 1) é um fatorial ascendente, supondo que (a); =
1. Rotinas numéricas para o calculo direto da fungdo de Lauricella do tipo A estao

disponiveis, veja Exton (1978) e Mathematica (TROTT, 2006). Portanto,

Ik Zom) = KT+ b+ 1) %
F{(r/m+k(m+ 1)k, ik + 1, b+ 1 =1,..., —1). (26)

As medidas de assimetria e curtose sao calculadas utilizando-se as seguintes

equagoes (NADARAJAH; KOTZ, 2004)

E(T%) — 3B(T)E(T?) + 2E%(T)
Var3/2(T) '

Assimetria(T") =

E(TY) — 4E(T)E(T%) + 6E(T?)EX(T) — 3E(T)

Curtose(T) = Vard(T)

As representagoes graficas dessas medidas quando o = 0,5, 7 = 0,08 e
k = 3, em funcao de A\ para valores selecionados de ¢, e em funcao de ¢ para valores

selecionados de A, sao apresentadas nas Figuras 5 e 6, respectivamente.

3.2.2 Funcgao geradora de momentos

Seja T' uma varidvel aleatdria com distribuigao KumGG(a, 7, k, A, ), com

fungao densidade de probabilidade (17), entdao a fun¢ao geradora de momentos (fgm)
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Figura 5- Assimetria e curtose da distribuicao KumGG como uma funcao do parametro A

para valores selecionados de ¢
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Figura 6 - Assimetria e curtose da distribuicaio KumGG como uma funcao do parametro ¢

para valores selecionados de A

definida por M (s) = Elexp(sT)] é obtida em funcao da distribuicdo GG(a, 7, k). Assim,

a fgm da distribuicao GG é determinada da seguinte forma:

T

- /0 " exp(st) 71 exp{—(t/a)" .

MO&,T,]C(S) - O[Tkr
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Entao, substituindo u = ¢/, tem-se:

T

T /Ooo exp(asu) u™ exp(—u")du. (27)

Ma,‘f‘,k(s) = F(/{Z

Note que o termo exp(asu) pode ser expandido em série de Taylor. Assim,

utilizando essa expansao a fungao (27) ¢é escrita como:

o T . (a8>m > Thk+m—1 T
Ma’T’k(S)_F(k)n;) — /o u exp(—u")du.

Por outro lado, a integral da fgm apresenta o seguinte resultado:
/ u™ T exp(—uT)du = 7' T(k +m/7T). (28)
0

Portanto, para 7 > 0 e considerando o resultado da integral acima, a fgm

da distribuicao GG é dada por:

Moz () = ﬁ OF<? +k) (O;nﬁ (29)

m=
No entanto, para 7 > 1, o somatério da fgm (29) pode ser escrito em termos

da fungdo Wright hipergeométrica generalizada (WRIGHT, 1935) definida por:

Eﬁ

1] P(a;+ Ajm)
g, | o) 5 C W
(51731)7"' a(ﬁanq) m=0

P m)!

-

F(ﬁ] + Bj m)

1

.
I

A funcio definida em (30) existe se 1+ 375, B; — >} A; > 0. Dessa
forma, utilizando o resultado em (30) para reescrever o somatério da fgm (29), a fgm da
distribuicao GG ¢é dada por:

1 (K, 1/7)

N0) 1Y jas| . (31)

Ma,T,k (S) =

Sabendo-se que a fgm da distribui¢do GG é dada pela equagao (31), a fgm

da distribuicao KumGG é obtida da seguinte forma:

Mari(5) = > WagMars1rq)sals).

d,q=0
Portanto, tem-se:
- Wag (k(1+q)+d,77")
M(s) = v ; . 32
(s) Z F(k(1+q)+d)1 0 B ; Qs (32)

d,q=0
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3.2.3 Desvios médios

A quantidade de dispersao em uma populacao pode ser medida pela totali-
dade dos valores absolutos dos desvios em relagao a média (no caso de uma distribuigao
simétrica) ou em relacdo & mediana (no caso de uma distribuigao assimétrica). Se T' é
uma varidvel aleatéria com distribuigdo KumGG com média p) = p = E(T) e mediana
m, entao o desvio médio em relacao a média e o desvio médio em relagao a mediana sao

definidos, respectivamente, por:

51:/0 -] f()dt e 52:/0 [t~ m) f(t)dt

O desvio médio em relacao a média e em relacao a mediana podem ser

simplificados como:

01 = 2py F(py) — 21(py) e 62 = py — 21(m), (33)

em que F(u)) e F(m) sdo obtidas por meio da expressao (12) e a fungao I(m) é definida

por:

I(m) = / tf(t)dt
0
Assim, considerando f(t) como sendo a fun¢ao densidade de probabilidade
definida em (17) tem-se:
deq/ t9(ar [k(14q)+a)) (t)dt = deq a, 7, [k(1+q)+d,m), (34)
d,q=0 d,q=0
Por outro lado, a integral definida em (34) é escrita da seguinte forma
considerando z = t/a:

T

m/a
J(a, 7, [k(1+q) +d],m) = REET) /0 gD+ oy (— 27 d.

Dessa forma, utilizando a mudanca de varidavel w = 7, a integral em
J(a, 7, [k(1 4 q) + d],m) é determinada em termos da fun¢ao gama incompleta, ou seja:

o (m/a)” B
o L) +dm) = g [ e et
) F([k(lfq)+d])7<[k<1+q>+d]+f1,<m/a>7). (35)

Portanto, substituindo o resultado obtido em (35) na expressao (34), tem-se:

Z g oy RO+ O+ (mfa)).

O resultado é analogo para I ().
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3.2.4 Confiabilidade

Trabalhos que envolvem modelos de resisténcia-tensao possuem o interesse
na estimagao da confiabilidade denotada por R = Pr(X; < Xj), em que X; e X, sdo
variaveis aleatérias independentes que pertencem a mesma familia univariada de dis-
tribuicoes. A forma algébrica para a confiabilidade tem sido elaborada para a maioria das
distribuicoes padroes conhecidas. No entanto, existem ainda muitas outras distribuigcoes
(incluindo generalizagoes de distribuigoes conhecidas na literatura) para as quais a forma
de R nao foi proposta. Assim, a medida de confiabilidade da distribuicago KumGG é
determinada considerando a confiabilidade expressa por Silva; Ortega e Cordeiro (2010),

ou seja,

R= / " FF,

em que f(t) é a funcao densidade de probabilidade expandida (17) e F'(t) é a funcao de

distribuigao acumulada (12). Dessa forma, tem-se:

A T I RO G

- )

Desta forma,

R = de’q{l_/o aF[k(l—TFq)ﬂLd]

T e (10 G T

Observa-se que, para b > 0 um nuimero real e nao-inteiro, a funcao de

distribuicao acumulada (12) pode ser escrita na forma de uma série de poténcia dada por:

1 G =S 1y ("7 ot

- 2
1=0

em que o coeficiente binomial é definido para qualquer real. Nesse caso, tem-se:

(-l ) =S (D () @)

Dessa forma, substituindo a fungao de distribui¢ao acumulada em (36) pela
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expressao obtida em (37), a confiabilidade ¢ dada por:

R = i wd,q{l —i<—1)i(f> /OOO aF[k(l—TFq)ﬂLd]

) [ ()l () )

Para escrever R em uma expressao conhecida, considere a mudanca de

., T .
variavel, r = (ﬁ) . Assim,

r= i wd’q{l B i(_l)i (f) /OOO T[k(1 —i—lq) + d] A

d,q=0 i=0

x exp(—z)y (k, x)’\idx}.

A partir da equagao (104) no Apéndice A, obtém-se:

R= Z wd,q{l _Vi,jhmlj(k(l—i_q)?d?ml)}: (38)
d,q=0
em que wq, ¢ definido em (18),

00 z+j1+m1 A\ ]
N _ % ? J1
Vijim = Z Z k(1 + q) + d| ( ) (Jl) <m1>

4,j1=0m1= 0

Ik(g+1),d,;mi] = [k(g+1)]7™T(d+k(g+mi+1)) x
FU™(d 4 k(g + my + 1) k(g + 1), k(g + 1);

k(g+1)+1,... k(g+1)+1;-1,...,-1). (39)

3.2.5 Estatistica de ordem

A fungao densidade de probabilidade f;.,(t) da i-ésima estatistica de ordem,
para i = 1,...,n, das varidaveis aleatérias 17, ...,T,,, é dada por:

1

B/ OF 0T 0 - oy, (40)

fi:n (t) =

em que f(-) é uma func¢do densidade de probabilidade, F(-) é uma fungao de distribuigao
acumulada e B(-,-) denota a funcio beta. Observe que a quantidade [1— F(¢)]"~* em (40)

pode ser escrita na forma de uma expansao binomial da seguinte forma:

n—1i

M—HWH=2CfQ@wwwy

o \ N
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Assim,

Finlt) = = 1)f(t)i(n._i)(—l)le(t)"“l1. (41)

B(i,n —1i+ o\

Porém, se F(t) é a fungdo de distribui¢do acumulada da classe de dis-

tribuigdes Kumaraswamy definida em (9), tem-se:

F(t)i+j1—1 _ Z i: (_1)l1 (Z +Jl1 - 1) [1 _ G(t)k]lw.

11=0

Usando a expansao em série para [1 — G(t)’\]lw7

[ UARED S (g LU

m1=0 m
logo,
i+j1—1 . . oS
i+Jj1— 1 Z+]_1 m1 l(p m1
Fot = Y ot (T X o (M) e
1 my
11=0 m1=0
Para mi\ > 0, um numero real e nao-inteiro, obtém-se:
m1 m - - 2 ml/\ mi
Gl = (1= 1= Gy = o0 (7)) - o,
1=0 2
logo,
> ml)\ lg
ml)\ Z Z l2+T G(t)r
lo=0 r=0 r
Substituindo )7 S por 0% > i, Obtém-se:
m A l —+r )\ l2 r
S I ot
r=0 lp=r
em que,

m1)\ E Sr ml 7

e os coeficientes sao:

o= S (7))

lo=r

Para r,u =0,1,... tem-se:

i1 _ i n(t+an—1 Oo r
F(t) - Z (_]‘) ll ZUT(llﬂ)\)w)G(t> )
r=0

11=0
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em que os coeficientes v,.(l1, A, p) s@o definidos por:

vl A ) = i (=)™ (hs@) Sr(miA).

m
m1=0 1

Intercalando as somas, obtém-se:

z-‘r]l 1 ZPTH-]l 1 G(t) :

em que os coeficientes p, (A, ¢) sdo calculados por:
wino- g () SR
11=0 m1=0 ly=r ! 2 "
Para r,u = 0,1,... a funcao densidade de probabilidade da estatistica de

ordem da distribuicao KumGG é dada por:

Filt) = gy 0 2V (")) Spssat o060

Alternativamente, podemos escrever:

fin(t) = Blin—it1 Z Z ' (n-_l>wd,qpr,i+j1—l()" )

dqr 051=0

t

X M [k, (a) } 9(a77,k(1+q)+d)<t)- (42)

A equagao (42) pode ser reescrita como:

. . t\TT
fH’L Z Z d q?%]lvn)pr,i-i-ﬁ—l()"@)t (ka-+d) Ba! |:k7 (_) i| ga,T,k(t)J

«
d,q,r=0 j1=0

em que,
o )\QOF . J+Jl+l+qS ()\) Cq.d n—1 )\j +m
m(d7QaZ7jl7n) = B( n—Z+1 Z lz: T(kg+d) T qF(QO—j)]' jl )

« (;) (43)

Finalmente, E (T7,) pode ser expresso como:

E Z Z d Q7i7j17n) pr,i+j171()\730) 5s+7(kq+d),r>

d,q,r=0 j51=0

O = /OOO "y [k (é)T]Tga,T,k(t)dt,

é o (s,r)-ésimo momento ponderado de Y, que pode ser calculado numericamente.

em que
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3.3 Estimacao de maxima verossimilhanca com dados censurados

Seja T uma varidvel aleatoria com distribuicaco KumGG com vetor de
parametros @ = (a, 7, k,\,)T. Supondo que os dados consistam de n observagoes in-
dependentes ¢; = min(7;, C;) parai = 1,...,n, o logaritmo da fungao de verossimilhanca,

considerando a distribuicao KumGG, ¢é dado por:
0 = [ 2] () e T (5) 00w ()]
pmn s (1= {uln (2) 1)) + e Xre (1= {n [ (2) }) a0
i€l ieC

em que 7 é o numero de falhas e F' e C' denotam o conjunto de observacoes nao censuradas

e censuradas, respectivamente.
As derivadas de primeira ordem de (44) em relacao aos parametros em 6

sao dadas por:

U(0) = R TS = TS s T S P

icF el el

r 1 k 1
U.(0) = P Z w; log(u;) + - Z log(u;) + - Z v;8; log(u;)

icF i€l i€l

M —1) Ap
S iDi | i) T iDi 1 i)
- > " vip; log(u;) . > " vipi log(u;)

el icC

Uk(e) = —7")@ +Zlog U; +Z$z% - 1 Mfﬂ Zp171 k uz

i€F i€l i€l

—Ap—1) sz'%‘ + Apyp(k)(n —r —1) Zpi%(ka ui) — Ap sz‘%

1€l ieC icF

Un0) = ——i—Zlog m(k,u)] — (p—1) Zb v (k, u;)] —SOsz‘[%(k7Ui)]/\

i€F iEF ieC
r n
Uy (0) = ;Jrzlog(wi),
i=1

9 . _ (A-1
F(k)’ ' 71(1@%')7

LT
Hi= <_) o gi=upexp(—w), w=1—mkuw), v=
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k)l = (_1>nJ(ui, k+n—1,1),

n!
n=0

k)t [kl log[n(k, ui)]
p’L wi ) Q’L F(k) ) 1 (,{)Z' ’

Y(.) é a funcao digama e J(u;, k +n —1,1) é definido no Apéndice B.
Consequentemente, o estimador de méaxima verossimilhanca (EMV) 6de 8

¢é obtido numericamente a partir das equacoes nao lineares,

Ua(6) = U.(8) = Un(8) = Ur(6) = U,,(8) = 0.

Devido a presenca de censura, a realizacao de testes de hipdteses e cons-
trugao de intervalos de confianga sao baseados na teoria assintética dos EMV. Assim,
sob certas condicoes de regularidade, a distribuicao assintotica dos EMV é dada por

N5(5, J(0)71, em que J(0) é a matriz de informacao observada obtida de:

ja,a ja,‘r ja,kz ja,)\ ja,g@
jT,a j‘r,T j‘r,k jT,)\ j‘r,<p
JO)=| jra Jrr Tk Tk Jke |

Jha Jar IaE A Tae

Jea Jor Jok Jex Jeg
cujos elementos sao apresentados no Apéndice B.

O teste da razao de verossimilhanga (T'RV') é util para comparar a dis-
tribuicao KumGG com alguns de seus sub-modelos. Por exemplo, o teste de Hy : ¢ =1
versus Hy : Hy nao € verdade, é equivalente a comparar a distribuicaco GGE com a

distribuicao KumGG para o qual a estatistica w é dada por

w=2[0@,7, kN @) — £(&7 kA1),

~

em que @, 7, k, A e  sdo os estimadores de maxima verossimilhanca sob Hy e a, 7, k e

A sao os estimadores sob Hy.

3.4 Analise bayesiana

Considere a fungao densidade de probabilidade (13) da distribuicaio KumGG

e a func¢ao de verossimilhanga (44) para os parametros «, 7, k, A e . Para uma andlise
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bayesiana, assume-se a seguinte densidade conjunta a priori dada por:
(o, 7, k, A, ) o< m(a) x w(1) x w(k) x w(N\) X 7(¢),

em que a ~ ['(ay,by), 7 ~ T'(az, by), k ~ I'(ag,bs), A ~ ['(ay4,bs) € ¢ ~ I'(as,bs), sendo
['(a;, b;) a distribuicao gama com média a;/b;, variancia a;/b? e fungao densidade de pro-
babilidade dada por:

b?iv‘”*l exp(—uvb;)

['(a;) ’

f(vsai, b;) =

em que v > 0, a; > 0 e b; > 0. Todos os hiperparametros sao especificados. Assumindo
independéncia entre os parametros «, 7, k, A e ¢, a distribuicao conjunta a posteriori

para a, 7, k, A e ¢ é dada por:

i o (Gg) e -2 (I e ()

I G 1) IO (e () TH)
(o, 7, k, A\, 0). (45)

As densidades marginais a posteriori dos parametros «, 7, k, A e ¢ nao
sao facilmente obtidas; isso porque a integracao da densidade a posteriori conjunta (45)
¢ muito complexa. Uma alternativa para situagoes desse tipo ¢ o uso do algoritmo
Metropolis-Hasting, descrito na sub-secao 2.5.2.

O algoritmo Metropolis-Hasting permite simular observacoes de dis-
tribuigoes a partir das densidades condicionais a posteriori. Assim, para o uso de tal algo-

ritmo consideram-se as seguintes condicionais a posteriori completas para os parametros

a, T, k, Ae p:
R ON (NI
g (1 N {% [k (E)T }A)“” 1; (1 - {71 [k; (tiﬂ }AY x (@)
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m(k|t,a, 7, )\, 0) o [@™T(k)]™" Ht;k{fyl [k, (E>T} }A_l X

[~ ()11 T ol () =
ko) s 07T )P 4 )
[16- 1 (5 7)<

Para as andlises descritivas para os parametros do modelo KumGG foi uti-

lizado o software estatistico R, pacote BOA (Bayesian Output Analysis).

3.5 APLICACOES

Nesta secao do trabalho, sao apresentados dois conjuntos de dados que estao
relacionados com a ciéncias dos materiais e as ciéncias biomédicas, respectivamente, para
ilustrar o uso da nova distribuicao de probabilidade KumGG. Todos os resultados foram

obtidos nos software R (R Development Core Team, 2011) e SAS versao 9.1 (SAS, 2004).

3.5.1 Analise dos dados de Aarset

Para ilustrar a aplicacao da distribuicao KumGG foi utilizado um conjunto
analisado em Aarset (1987) e posteriormente por Mudholkar; Srivastava e Kollia (1996)
e Wang (2000) . Os dados se referem a 50 dispositivos.

A Curva TTT, definida na sub-secao 2.1.1, para o conjunto de dados de
Aarset, encontra-se na Figura 7 e indica uma funcao risco na forma de U. Assim, para
analisar esse conjunto de dados, a distribuicao KumGG pode ser utilizada.

Na Tabela 1, podem ser vistos as EMVs (e os correspondentes erros-padrao
que estao entre parénteses) dos parametros e os valores das estatisticas de alguns mo-
delos, gama generalizada exponeciada (GGE), gama generalizada (GG), Weibull (W) e
Beta Weibull (BW). O modelo BW nao é um sub-modelo da distribui¢ao KumGG. A
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Figura 7- Curva TTT para os dados de Aarset

distribuicdo BW foi introduzido por Famoye e Lee (2005) e sua funcdo de distribuigao
acumulada é:

1 {1—exp[—(t/a)"]} . -
F(t) = ——— 71 — “dw.
0= 50 / W (1 — )" dw

Os resultados da Tabela 1 indicam que o modelo KumGG tem os menores
valores de AIC, BIC e CAIC entre os modelos ajustados, portanto, o modelo KumGG é
o mais adequado para os dados de Aarset.

Por outro lado, para ilustrar a utilizacao da distribuicao KumGG para dis-
criminacao de modelos, comparou-se a distribuicao KumGG com alguns de seus sub-
modelos por meio do TRV, como é apresentado na Tabela 2. Os resultados nessa tabela
sugerem que o modelo KumGG produz um ajuste mais adequado a esses dados quando
comparado com as outras trés distribuicoes.

Além disso, as funcoes de sobrevivéncia e densidade de probabilidade es-
timadas para os diferentes modelos nos dados de Aarset sao representadas graficamente
na Figura 8. Dessa figura, observa-se que para as diferentes distribuigoes ajustadas aos
dados de Arset a distribuicao KumGG apresenta um ajuste mais adequado se comparado

aos outros modelos probabilisticos.



69

Tabela 1 - EMVs dos parametros dos modelos KumGG, GGE, GG, W e BW para os dados de
Aarset, correspondentes erros-padrao (entre parénteses) e valores das estatisticas

AIC, BIC e CAIC

Modelo @ T k A © AlIC BIC CAIC
KumGG 84,5056 79,5358  0,0080 0,5393 0,3431 | 423,1 432,7 424,5
(0,2099) (2,0929) (0,0021) (0,2387) (0,0565)
GGE 86,7690 28,8487  1,0314 0,0272 1 455,7 463,4 456,6
(0,5539) (0,0308) (0,0001) (0,0039) (-)
GG 86,9241 259,01 0,0028 1 1 446,7 4524  447,2
(0,8946) (0,0024) (0,0004) (=) (-)
Weibull 44,9126  0,9490 1 1 1 486,0 489,8 486,3
(6,6451)  (0,1196)  (-) (=) (=)
Beta Weibull « 0% a b
49,6326  5,9441 0,0783 0,0702 (-) 444,5 4521 445,4
(3,7606) (0,1394) (0,0166) (0,0288) (-)

Tabela 2 - TRV para os dados de Aarset

Modelo Hipoteses Estatistica w | wvalor p
KumGG vs GGE Hy:p=1vs Hy: Hyé falso 35,4 < 0,0001
KumGG vs GG Hy:p=X=1vs Hy: Hypé falso 27,6 < 0,0001
KumGG vs Weibull | Hy: o = A=k =1 vs Hy : Hpé falso 68,9 < 0,0001

Considerando agora uma analise bayesiana, foram adotadas as seguintes
distribuigoes a priori pouco informativas: a ~ I'(0,01;0,01), 7 ~ I'(0,01;0,01), k& ~
'(0,01;0,01), A ~ T'(0,01;0,01) e ¢ ~ I'(0,01;0,01).

Dessa forma, foram geradas duas cadeias paralelas e independentes com
tamanho 200.000 para cada parametro usando o algoritmo de Metropolis-Hasting, descon-
siderando as primeiras 20.000 iteracoes para eliminar o efeito dos valores iniciais. Além
disso, considerou-se espacamento de tamanho 10, para evitar problemas de correlacao,
obtendo-se uma amostra de tamanho 18.000. Para monitorar a convergéncia das amostras
foi usado o fator de reducao da escala R, desenvolvido por Gelman e Rubin (1992). A
Tabela 3 apresenta os sumarios a posteriori para os parametros do modelo KumGG, além
de mostrar os valores do fator de reducao da escala.

Nota-se que, em todos os casos, os valores de R estao préximos de 1, in-
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Figura 8 - (a) Densidades estimadas dos modelos para os dados de Aarset. (b) Estimativas
da fungao de sobrevivéncia segundo Kaplan-Meier e segundo os modelos KumGG,

GGE, GG, Weibull e beta Weibull, para os dados de Aarset

Tabela 3 - Sumario a posteriori dos parametros do modelo KumGG para os dados de Aarset

Parametro | Média  Desvio padrao HPD (95%) R
a 84,5551 0,5130 (83,5624;85,5690) 1,0015
T 79,5361 0,1007 (479, 3344;79,7280) 1,0002
k 0, 0080 0,0010 (0,0061;0,0099)  1,0003
A 0,5397 0,0991 (0,3539;0,7402)  0,9999
® 0,3434 0,0999 (0,1550;0,5452)  0,9999

dicando a convergéncia das cadeias. Pode-se observar que o valores para a média a
posteriori (Tabela 3) s@o similares aos valores obtidos para o modelo KumGG apresenta-
dos na Tabela 1. Além disso, a Figura 9 apresenta as densidades marginais a posteriori
aproximadas pelo histograma, considerando as 18.000 observagoes amostrais geradas. As
densidades marginais apresentadas por meio da Figura 9 sugerem que a distribuicao a

posteriort apresenta uma tendéncia a simetria para os parametros.
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Figura 9 - Densidades marginais a posteriori para os parametros do modelo KumGG para os

dados de Aarset

3.5.2 Analise dos dados de Aids

A Aids é uma patologia que mobiliza os portadores pelas implicagoes socio-
afetivas de relacionamento e reproducao. Avancos terapéuticos tém possibilitado a mulher
soropositiva direito a reprodugao. Nesse sentido, o ambulatério da Imuno Pediatria do
Hospital das Clinicas e o Servico Social de Ribeirao Preto atuam na linha do cuidado
dos recém nascidos de maes soropositivas no controle e adesao a terapia antiretroviral de
forma a potencializar acesso as informacoes e orientagoes, garantindo direitos em busca
da emancipacao. Nesse trabalho, considera-se o conjunto de dados referente ao tempo
até a soro-reversao de 148 criancas expostas ao HIV por via vertical, dos quais 56% sao
censurados, nascidas no Hospital das Clinicas da Faculdade de Medicina de Ribieirao
Preto entre 1986 e 2001, e cujas maes nao foram tratadas (SILVA, 2004; PERDONA,
2006). A transmisao por via vertical do virus HIV pode ocorrer durante a gestacdo em

torno de 35% dos casos; durante o trabalho de parto e o parto propriamente dito, em que
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mais ocorre, 65% dos casos; ou na amamentacao, variando de 7% a 22%.

A soro-reversao ou reversao sorologica pode ocorrer em criancas nascidas de
maes contaminadas com o virus HIV. Ela é o processo de desaparecimento dos anticorpos
anti-HIV do sangue em individuo que apresentava infeccao pelo HIV. Com o passar dos
meses, os anticorpos maternos vao sendo eliminados e a sorologia anti HIV deixa de ser
positiva. Os recém-nascidos expostos foram monitorados até a definicao da condicao
sorolégica, fazendo uso da droga Zidovudina (AZT) nas primeiras 24h de vida, a qual foi
administrada durante 6 semanas.

A Curva TTT, definida na secao 2.1.1, para o conjunto de dados de Aids
encontra-se na Figura 10 e indica uma funcao risco crescente. Assim, para analisar esse
conjunto de dados, foi considerada a distribuicao KumGG e algumas distribuicoes conhe-

cidas.
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Figura 10 - Curva TTT para os dados de Aids

Na Tabela 4, podem ser vistos as EMVs (e os correspondentes erros-padrao
que estao entre parénteses) dos parametros e os valores das estatisticas de alguns modelos,
gama generalizada exponenciada (GGE), gama generalizada (GG), Weibul (W) e Beta
Weibull (BW). Esses resultados indicam que o modelo KumGG tem o menores valores de

AIC, BIC e CAIC entre os modelos ajustados. Pode-se, portanto, ser escolhido como o



modelo mais ade

Tabela 4 - EMVs dos parametros dos modelos KumGG, GGE, GG, W e BW para os dados

de Aids, correspondentes erros-padrao (entre parénteses) e valores das estatisticas

quado.

AIC, BIC e CAIC
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Modelo e T k A ® AIC  BIC CAIC
KumCGG 350,05 49,8303  0,2176  0,1282  0,3424 | 770,7 785,7 7711
(1,5707)  (5,8895)  (0,0073) (0,0236) (0,0522)
GGE 350,45 22,2991 1,0741 0,1072 1 798,1 810,1 798,3
(2,4187)  (0,0375) (0,0004) (0,0113) (-)
fele 379,40 24,5312 0,0974 1 1 783,7 792,7 783,9
(8,8211)  (10,3258) (0,0402) (-) (-)
Weibull 307,62 3,1132 1 1 1 808,0 814,0 808,1
(12,3523)  (0,3250) (-) (-) (-)
Beta Weibull Q@ ¥ a b
349,99 6, 3895 0, 3944 0,9273 (-) 797,9 809,9 798,2
(23,0923) (0,7657) (0,0468) (0,3361) (-)

Para ilustrar a utilizacao da distribuicao KumGG para discriminacao de

modelos, comparou-se a distribuicao KumGG com alguns de seus sub-modelos por meio

do TRV. As hipdteses testadas, bem como a estatistica do teste sao apresentados na

Tabela 5. Os resultados nessa tabela sugerem que o modelo KumGG produz um ajuste

mais adequado a esses dados quando comparado com as outras trés distribuigoes.

Tabela b - TRV para os dados de Aids

Modelo Hipoteses Estatistica w | valor p
KumGG vs GGE Hy:p=1vs Hy: Hyé falso 29,4 < 0,0001
KumGG vs GG Ho:p=XA=1vs Hy: Hyé falso 17,0 0,0002
KumGG vs Weibull | Hy: o = A=k =1 vs Hy : Hpé falso 43,3 < 0,0001

Além disso, a funcao de sobrevivéncia para os diferentes modelos ajusta-

dos nos dados de Aids é representada graficamente na Figura 11. Nessa figura, pode-se

observar que para as diferentes distribuicoes ajustadas aos dados de Aids, a distribuicao

KumGG apresenta um melhor ajuste se comparado aos outros modelos probabilisticos

alternativos.
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Figura 11 - Funcao de sobrevivéencia para alguns modelos ajustados e a funcao de sobre-

vivéncia empirica estimada pelo método de Kaplan-Meier dos dados de Aids

Considerando agora uma andlise bayesiana, foram adotadas as seguintes
distribuigoes a priori pouco informativas: a ~ I'(0,01;0,01), 7 ~ I'(0,01;0,01), k ~
I'(0,01;0,01), A ~ I'(0,01;0,01) e ¢ ~ I'(0,01; 0,01).

Dessa forma, foram geradas duas cadeias paralelas e independentes com
tamanho 100.000 para cada parametro usando o algoritmo de Metropolis-Hasting, descon-
siderando as primeiras 10.000 iteragoes para eliminar o efeito dos valores iniciais. Além
disso, considerou-se espacamento de tamanho 10, para evitar problemas de correlagao,
obtendo-se uma amostra de tamanho 9.000. Para monitorar a convergéncia das amostras
foi usado o fator de reducao da escala R, desenvolvido por Gelman e Rubin (1992). A
Tabela 6 apresenta os sumarios a posteriori para os parametros do modelo KumGG, além
de mostrar os valores do fator de reducao da escala.

Nota-se, em todos os casos, que os valores de R estdo proximos de 1, in-
dicando a convergéncia das cadeias. Pode-se observar que o valores para a média a
posteriori (Tabela 6) sao similares aos valores obtidos para o modelo KumGG apresenta-
dos na Tabela 4. Além disso, a Figura 12 apresenta as densidades marginais a posteriori

aproximadas pelo histograma, considerando as 9.000 observacoes amostrais geradas. As
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Tabela 6 - Sumario a posteriori dos parametros do modelo KumGG para os dados de Aids

Parametro | Média  Desvio padrao HPD (95%) R
« 350, 0872 1,0046 (348, 0408;351,9952) 1,0031
T 49,8320 0,3021 (49, 2220;50,4063)  1,0027
K 0,2159 0,0519 (0,1166;0,3173)  1,0018
A 0,1283 0,0411 (0,0434;0,2056) 1,0075
%) 0,3418 0,0501 (0,2422;0,4373) 0,9998

Figura 12 - Densidades marginais a posteriori para os parametros do modelo KumGG para

os dados de Aids

densidades marginais apresentadas por meio da Figura 12 sugerem que a distribuicao a

posteriori apresenta uma tendéncia a simetria para os parametros.
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7

4 DISTRIBUICAO KUMARASWAMY GAMA GENERALIZADA ES-
TENDIDA

Em 1965, Stacy e Mihram propuseram uma reparametrizacao em um dos
parametros de forma da distribuicao gama generalizada (GG), de tal maneira que o espago
paramétrico do parametro seja todos os reais exceto o zero.

Com essa reparametrizacao na distribuicao GG, a distribuicao passa a
ter como casos particulares algumas distribuigoes inversas, como, por exemplo, as dis-
tribuicoes Weibull inversa, gama inversa, Rayleigh inversa, entre outras.

Dessa forma, seguindo a ideia de Stacy e Mihram (1965), o objetivo deste
capitulo é modificar um dos parametros da distribuicao Kumaraswamy gama generalizada
de modo que a distribuicao passe a ter como casos particulares as distribuicoes inver-
sas. Essa distribuicao com o parametro extendido aos reais negativos foi denominada
de distribuicao Kumaraswamy gama generalizada (KumGGE). Além disso, em algumas
situacoes praticas, a variavel resposta ¢é associada a covariaveis. Por essa razao, um mode-
lo de locacao e escala obtido a partir da distribuicao KumGGE foi proposto para estudar
o efeito das covariaveis sobre a variavel resposta.

O restante do capitulo esta organizado da seguinte maneira: na secao 4.1
a distribuicao Kumaraswamy gama generalizada estendida é introduzida e alguns sub-
modelos sao apresentados. As propriedades matematicas da nova distribuicao sao apre-
sentadas na secao 4.2. Na secao 4.3, define-se a distribuicao log-Kumaraswamy gama
generalizada estendida e deriva-se uma expressao para seus momentos. Na secao 4.4,
o modelo de regressao log-Kumaraswamy gama generalizada estendida é descrito. Es-
timacao pelos métodos de maxima verossimilhanca e bayesiana estao presentes nas segoes
4.5 e 4.6, respectivamente. Por fim, a andlise de um conjunto de dados reais é dada na

secao 4.7.

4.1 Distribuicao Kumaraswamy gama generalizada estendida

A proposta de estender um dos parametros da distribuicao Kumaraswamy
gama generalizada surgiu da ideia de Stacy e Mihram (1965), na qual apresentaram uma
reparametrizacao de tal forma que o parametro 7 pode assumir valores positivos e nega-
tivos. Assim, considerando que 7 seja qualquer valor diferente de zero na fungao densidade

de probabilidade (13), o novo modelo obtido é denominado de distribuigao Kumaraswamy
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gama generalizada estendida (KumGGE), em razao do espago paramétrico de 7 ser esten-
dido para os valores negativos. A funcao densidade de probabilidade, nesse caso, é dada

por (para t > 0):

0= 22 e [ ()l (1 0 e ()0

em que, (-, -) é arazao da fun¢ao gama incompleta definida na equagao (2), 7 # 0, a > 0,

k>0,A>0e¢p >0. A Figura 4.1 mostra o grafico da funcao densidade de probabilidade
da distribuicao KumGGE para diferentes valores de parametros, considerando 7 > 0 e
7 < 0. Observa-se a flexibilidade da funcao densidade de probabilidade para valores de

T.
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Figura 13- Grafico da fungao densidade da distribuicago KumGGE: (a) Para alguns valores
de 7 > 0. (b) Para alguns valores de 7 < 0. (c¢) Para alguns valores de 7 > 0 e

T<0

Assim, se T' é uma variavel aleatéria positiva com funcao densidade de
probabilidade (46), pode-se escrever, entao, que T ~ KumGGE(a, 7, k, A, ).

Note que se 7 > 0, obtém-se a funcao densidade de probabilidade (13)
e, consequentemente, os modelos descritos na secao 3.1 sao sub-modelos da distribuicao
KumGGE. Para 7 < 0 tem-se as distribui¢oes inversas para os modelos descritos na

secao 3.1, como para o caso A = ¢ = k = 1 e 7 < 0, que corresponde a distribuicao
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Weibull inversa, para ¢ = A = 1 e 7 = —1, obtém-se uma distribuigdo gama inversa, se
p=A=k=1e7 = —1 adistibuicao KumGGE se reduz a uma distribui¢ao exponencial
inversa, parap =A=k=1 a = \/;? e T = —2 tem-se uma distribuicao Rayleigh inversa
eparad=¢p =1 a= %, k=45 e 1= —1 obtém-se a distribuigao qui-quadrado inversa

com v graus de liberdade.
A funcao de distribuicao acumulada da distribuicao KumGGE ¢é definida

por:

(-l () o

F(t) = (47)
(- fle ()Y = e

Por outro lado, a fungdo de sobrevivéncia correspondente a (47) é:

(e () s oo
([ ()T} e o

4.2 Propriedades gerais

S(t) =

Da mesma forma que no Capitulo 3, algumas propriedades da distribuicao
KumGGE podem ser encontradas se a funcao densidade de probabilidade (46) for escrita
como uma combinacao linear da distribuigdo GG descrita por Stacy e Mihram (1965).

Entao, o termo (1 — {71 [k, (é)T] }A) - da fungao (46) pode ser reescrito
utilizando a expansao dada em (14). Assim, a funcao densidade de probabilidade da

distribuicaio KumGGE em forma de expansao é:

10 = Fa@ e OO S

T e

Usando a expansao (105), dada no Apéndice A em (48), obtém-se:

o= 28 (0" e[ (1)) 55 RO o ()1

Por outro lado, se Am + 5 > 0 é um valor real e nao-inteiro, a quantidade
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(e
o (

Q|+

Aj+m
) } } da expressao (49) é reescrita da seguinte forma:

e e e I

o0

= S (M) e ()T

=

S| =+

T l
Mas utilizando a expansao binomial para a quantidade {1 -m [k:, <§> ] }

da expressao acima, a funcao densidade de probabilidade fica como:

10 = SR ] (2] £ 5 o
() () Bl Yy

Portanto, usando a expansao (110), dada no Apéndice A, e intercalando

Yo Zé:o por » 20> 2, a funcdo densidade f(t) pode ser expressa como uma com-
binacao linear da distribuicao GG dada por:
= D WagGarkara+alt), >0, (50)
d,q=0
em que g(a,rk(1+q)+d)(t) tem distribuicdo GG de Stacy e Mihram (1965) e os coeficientes
de ponderacao wg, sao dados por:

= el 30 S UG e Bl (V) (1)

|
Pl 7)J! q

A quantidade s,,(\) é dada por (106) e os coeficientes ¢, 4 sdo determinados

a partir da relagao de recorréncia (109).

4.2.1 Momentos

O r-ésimo momento ordindrio da distribuigdo GG(a,7,k) (STACY;
MIHRAM, 1965) é obtido da seguinte forma:

, o Tk +r/T)
-/ —k.
IMT,GG F(k) ? T/T >

Logo, considerando a fungao densidade de probabilidade (50), o r-ésimo mo-
mento ordinario da distribuicao KumGGE, obtidos a partir dos momentos da distribuicao
GG(a, 7, k(1 + q) + d) é dado por:

., S (I TR+ q) + d 4 /7] 5m(A) g (A +m) (1
K=ol AeTle) DL D) L(k)™H T (i — j) j! ( z )<q)

d,q,j;m=0 l=q
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Uma outra representacao para os momentos é obtida por meio de operagoes

algébricas realizadas na seguinte expressao:
o )\§0’7'|OLT_1 /+OO (i)ﬂf—i—'r—lex [_ (i)ﬂ']{ |:k <£)T:| })\—1
tN\NT A\ p—1
(il (7)) @
o

Agora, considera-se a mudanca de variavel x = (ﬁ)T em (51). Assim,

A Tginal +oo , -1
o Apasinal(r) / 5 oxp (=) (k,2) 7 [1 - (k,x)k]@ dr.  (52)
I'(k) 0

Note que, para ¢ > 0, um numero real e nao-inteiro, a quantidade
p—1
1 — vy (K, x)’\} da expressdao em (52) pode ser escrita como a expansao definida em

(21). Dessa forma, tem-se:

= Apa’sinal(7) w= (—1)T(¢)
’ I'(k) —7)3!

+oo .
/ " Vexp (=) (k, ) e, (53)
0

1M
=

Portanto, utilizando o mesmo resultado encontrado em (23), o r-ésimo mo-

mento ordindrio da distribuicao KumGGE ¢é dado por:

u;_mzzwﬂm 1(k2m).,

jl=0m=0

em que Wy, e I (k, -, m) sao definidos pelas equagoes (25) e (26), respectivamente.

4.2.2 Funcgao geradora de momentos

Seja T uma varidvel aleatéria KumGGE(«, 7, k, A, ¢), com fungao densidade
de probabilidade (46), entao a funcdo geradora de momentos (fgm), denotada por M (s) =
Elexp(sT)], é obtida a partir da distribuigao GG proposta por Stacy e Mihram (1965),
pois a funcao densidade de probabilidade da distribuicao KumGGE é escrita na forma de
uma combinagao linear da distribuicdo GG. Assim, o primeiro passo é encontrar a fgm da

distribuigao GG Stacy e Mihram (1965). Logo,

il

a™ (k) /OOO exp(st) ™ L exp{—(t/a)" }dt.

Ma,T,k(S) =

Entéao, substituindo u = t/a, tem-se:

7|

Ma,r,k(s) = F(l{?)

/ exp(asu) u™ ! exp(—u7)du.
0
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Da mesma forma que na sub-segao 3.2.2, expandindo o termo exp(asu) em

série de Taylor, M, ,x(s) é dado por:

s e
Mo 7 i ( Z / u™ L exp(—u”) du.
m=0 m! 0

Entao, considerando o resultado da integral definida em (28), a fgm da

distribuigao GG (STACY; MIHRAM, 1965) é expressa por:

sinal(7) — m as)™
M i(5) = F(k() ) mZ::OF (; + k) ( m)! . (54)

Esse resultado vale para 7 # 0. Assim, depois de ter determinado a fgm da
distribuigdo GG definida por Stacy e Mihram (1965) dada pela equacao (54), a fgm da

distribuicao KumGGE é determinada como:

aTk deq a,T,k l+q)+d( )

d,q=0
Portanto, tem-se:
M(s) = —Smallr) Wag ir( + (L + )+d>( as)” (55)
I'(k(1+q)+d) I m!

=0

4.2.3 Desvios médios

Se T' é uma variavel aleatéria com distribuigdo KumGGE com média u} =
i = E(T) e mediana m, entao o desvio médio em relagdo a média e o desvio médio em

relacao a mediana sao definidos, respectivamente, por:

01 = 2un F (i) = 21 (i) e 62 = py — 21(m), (56)

em que F(u)) e F(m) sao obtidas por meio da expressao (47) e a fungao I(m) é definida

por:

I(m) = /O Ry

Assim, considerando f(t), a funcao densidade de probabilidade dada em

(46), tem-se:

Zm%/wmwﬂw Dt = g o KL+ a) +dm). (57

d,q=0 d,q=0
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Por outro lado, a integral definida em (35) é escrita da seguinte forma,

considerando = = t/«,

T| o m/o
J(a, 7, [k(1 +q) +d],m) = F([kz(ly—{—l J+d) / gD+ oy (— a7 d.

T

Dessa forma, utilizando a mudanca de variavel w = 27, a integral em

J(a, 7, [k(1 4 q) + d],m) é determinada em termos da fun¢ao gama incompleta, ou seja:

sinal(7) « (m/a)” »
J(, 7, [k(1+q) +d],m) = F([k<1+1<q)>+d]) /0 Wl
- T fq) B+ )+ + 77 (m/a)T). (58)

Portanto, substituindo o resultado obtido em (58) na expressao (57), tem-se:

I(m)=Y" F?‘[zi&aﬁ;iidgb Y(E(L+q) +d+ 771, (m/a)").

O resultado é analogo para I ().

4.2.4 Confiabilidade

A medida de confiabilidade da distribuicaco KumGGE ¢é determinada con-

siderando a expressao apresentada por Silva; Ortega e Cordeiro (2010), dada por:

:/OOOf(t)F t)dt

em que f(t) é a funcao densidade de probabilidade e F(t) é a fungdo de distribuigao
acumulada.

Para 7 > 0 a confiabilidade é expressa pela equagao (38). Por outro lado,
para 7 < 0, considera-se a funcao densidade de probabilidade (50) e a funcao de dis-

tribuicdo acumulada (47). Tem-se, assim:

[ 2 amtama (& o[- ()]
< (= fule ()Y )

Utilizando uma expansao em série de poténcia, tem-se o seguinte resultado

GGG S RGN @
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T A
Dessa forma, substituindo <1 — {71 [k, (ﬁ) }} >¢ em (59) pela expressao
obtida em (60), a confiabilidade é dada por:

- S w0 () [ @ - ()]

A

-
Por outro lado, considerando a mudanca de variavel, em que z = (ﬁ) ,

obtém-se:

Z s Z < ) (sinjl(g))_i_ ] /OO PFOFOFAT = (e Wiy

d,q=0
Portanto, utilizando o resultado em (104) dado no Apéndice A, a confiabi-

lidade da distribuicao KumGGE ¢é dada por:

Z wd7q wivjlvml [[k<1 _|_ q)? d? ml]?

d,q=0

[ee} 1+]1+mlslnal( ) QO )\7/ jl
Wigrm = D Z k(1+q) +d (z ji) \mi)’

4,51=0m1=0

em que,

waq € I[k(q+1),d, my] sdo dados por (18) e (39), respectivamente.

4.2.5 Estatistica de ordem

A funcao densidade de probabilidade f;.,(t) da i-ésima estatistica de ordem,
para ¢ =1,...,n, das variaveis aleatorias 17, ...,T,, é dada por:

1

Jint) = Bli,n—i+1)

FOF@)H{L=F()}", (61)

em que f(-) é uma func¢ao densidade de probabilidade, F(-) é uma fungao de distribuigao
acumulada e B(-,-) denota a funciao beta. Observa-se que a quantidade [1 — F(¢)]"* em

(61) pode ser escrita na forma de uma expansao binomial da seguinte forma:

n—i

1-FOP =Y (" - ) (1) F ().

Jj1=0 J1

fin(t) = 5 i i Yy f(t) 2 (” N Z) (=D E @)+ (62)
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A equagao (62) é uma expressao para a fungao densidade de probabilidade
da estatistica de ordem da distribugao KumGGE. Para 7 > 0 a densidade da estatistica
de ordem da distribuicao KumGGE é dada pela equagao (42). Dessa forma, para 7 < 0,

a partir da equacao (47), obtém-se uma expansao para F'(t)+1—1

F(t)i+j171 _ [1 B G(t)A] p(i+j1-1) _ Z (_1)m1 (QO(@ +J1— 1)> G(t)ml)\,

m1=0 i
logo,
i - i+ g1 — 1)
F t i+j1—1 — _1 m1 SO(Z t m1)\‘
0= S (P e

Para m;A > 0 um nimero real e nao-inteiro, obtém-se:

Gl = 1= - Gl = Y ()i o,

l2=0

e em seguida,

=33 (””) (lj)Gw.

lo=0 r=0

Logo, substituindo ) S, por 30 > i, tem-se:

g () Jar

r=0 lo=r
em que,
00
ml’\ g Sp(miA)G
r=0

e os coeficientes sao:

o= S (7))

Para r=0,1,... tem-se:

1+J1 ! ZQT [ .717 7%0 (t)
em que,

i) = 35y (A5

m1=0

) ().
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A funcao densidade de probabilidade da estatistica de ordem da distribuicao

KumGGE se torna:

Finl®) = g /0 X0 (M) St 610y,

B(i,n —i+ =
entao,
1 N - Nk
fzn(t) = B(l TL—Z+1) Z Z(_l) . wd,q QT(Z7]1)/\7QO> 4! |:k7 (a) i|
’ d,q,r=0 51=0 J
X ga,T,k(1+q)+d(t)' (63)
A equagao (63) pode ser reescrita como:
00 n—i o . o t\NTI"
fzn(t) = Z Z m(d7 q,?, J1, TL) t (katd) (:ZT(Z’ J1, >\a 90) Ba! [ka <a> ] ga,’r,k(t)a

d,q,r=0371=0

em que m(d, ¢, 1, j1,n) é dado por (43). Finalmente, F (77, ), para 7 < 0, pode ser expresso

COmao:
E (Tzsn) = Z Z m(d7 q, iajla n) QT(iajla >\7 @) 6s+7—(kq+d),m
d,q,r=0 71=0
em que,

Ooy = /OOO "M [k (é)Tga,T,k(t)dt,

é o (s,7)-ésimo momento ponderado de Y, que pode ser calculado numericamente.

4.3 Modelo log-Kumaraswamy gama generalizada estendida

Seja T' uma variavel aleatéria com distribuicao KumGGE, com funcao den-
sidade de probabilidade representada pela equacao (46). Considere a transformagao
Y = log(T) e as reparametrizacdes k = ¢2, 7 = (ovk) ™' e a = exp {u — log(k)(r)~'}.
Nesse caso, por meio do método do jacobiano, a funcao densidade de probabilidade de Y
pode ser escrita como:

s — wlql(qQ)q”eXp{q_l (u) e [q(y - u)] }

oT(q2) o o
ol e (S D= e e ()Y

em que —o0 < Yy < 00, —00 < < 00,0 >0, A>0, ¢ >0eq é diferente de zero.

Considerando a extensao proposta por Lawless (2003), incluindo o caso ¢ = 0, a fungao
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densidade de probabilidade de Y pode ser escrita como:

S ofi () - ala ()]

x {71 [q_Q, q_QGXp{q(%> }] }Aﬂ

fly) = ><{1 - [fyl (q_Q, q‘%xp{q(%) })r}(p_l se q#0, (64)

| dgea{ - 4() Joo () - ()] e 0=

em que ®(.) é a funcado de distribuigdo acumulada da normal padrao. Parag=0e Ap =1

e ¢ =1, a funcao em (64) se reduz nas distribuigdes normal assimétrica e valor extremo,
respectivamente. Para ¢ = 1 e A = ¢ = 1, obtém-se as distribuicoes log-gama genera-
lizada exponenciada (ORTEGA et al., 2011) e log-gama generalizada, respectivamente.
Para A = =1e ¢ = —1, tem-se a distribuigao log-Weibull inversa. A variavel transfor-
mada com fungao densidade de probabilidade (64) é denominada log-Kumaraswamy gama
generalizada estendida (LKumGGE) e segue a notacao, se Y ~ LKumGGE(u, 0, g, A, ),
em que g € R é o parametro de locagao, o > 0 é o parametro de escala e ¢, A e ¢ sao

parametros de forma. Assim, se
T ~ KumGGE(«, 7, k, A\, ¢) entao Y =log(T) ~ LKumGGE(y,0,q, A, ).

Assumindo p = 0 e 0 = 1, os graficos da funcao densidade de probabilidade
(64), para valores selecionados de A\ e ¢, quando ¢ < 0, ¢ > 0 e ¢ = 0, podem ser
observados na Figura 14.

A fungao de sobrevivéncia para a distribuicao LKumGGE é expressa con-
siderando os seguintes casos:

Para ¢ > 0,
S(y) = 1—F(y)=PY >y)=P(u+0Z>y)=P(Z> 2)
Apqlq~)" / = exp{g tu — g 2exp(qu) | {3 [a7% a 2explqu)] } du
[(g2) 2 [1 - {% [qu’ Q’Qexp(qu)} },\]_(@_1) .

Sy) = 1=Fy) =P >y)=Plp+oZ>y)=P(Z>z)

Ng(g )i /oo exp{q_lu - q_2exp(qu)} {n a2 ¢ 2explqu)] }"  du
Pla=) /s (1= {m g2 g 2exp(qu)] }] ¥ '
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401 \=07: 45 0107, 65 N0, 45

0.4
L

0.3
L

)
)

Figura 14 - Grafico da func¢ao densidade da distribui¢ao LKumGGE: (a) Para alguns valores

de ¢ > 0. (b) Para alguns valores de ¢ < 0. (c¢) Para alguns valores de ¢ =0

Para ¢ =0,

Sly) = 1-Fly)=PY >y)=Plu+oZ>y)=PZ>=z)

_ Ay [T Lo g0n SRS
= 27ra/z exp( 2u>q> (w)[1 = ®Mu)]" du.

Portanto, sabendo que as integrais da funcao de sobrevivéncia sao fungoes

conhecidas, tem-se:

G 5| S

Sy =4 1= {1 (a2 q %ex My_;&)])r}w se ¢ <0, (65)

(1o ()] se q=0.

\

4.3.1 Momentos

Se Y ~ LKumGGE(y, 0,q, A, ¢), o r-ésimo momento, denotado por p, =
E(Y™), da distribuigao LKumGGE ¢é obtido considerando os seguintes casos:
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Para q # 0,

= = [T (1) e ()]
<

(nfo e (S - (ol s

Considerando a mudanca de varidvel x = ¢~2 exp [q (y%)} na equacao an-

X

terior, resulta em,

A—1

i = [ 22T Tltog(a) + 2o + 1} 2 exp (<) (472, )

{1— [71 (q_2,x)}>\} dx.

X

p—1
Por outro lado, escrevendo o termo {1 —[m (q’2,x)]/\} , na forma da

expansao definida em (14), obtém-se:

) < A\psinal(q) (o o (1)
W = /0 W{g[log(@ + 2log(|q])] + N} " Lexp ]z: N

x [ (g 2) ]V (66)

Usando a expansio (110) do Apéndice A, para v;(¢~2, )*U+Y~1 encontra-

se:

o0
AGHD) -1 _ Sm(A)Cmi L0 it

L(g=2)m

-2

(g%, )

m,1=0

Assim, substituindo a fun¢do gama incompleta em (66) por sua expansao

definida acima e intercalando os termos, tem-se:

Apsinal(q) o rooal
o= log(z) + 2log(|g)] + ¢ 27 texp (—=x
i = [ losta) + 21o(ll)] + ) (~)
o3 T ens o
Por  outro lado, usando o  binomio de  Newton em

{2l0s(x) + 2108(gl)] + s} obtém-se:

Hy = Z ZM jsmal( D@)5m(Nems (;) [2701og(IQI)+u]T_l

_oym+1
m,i,7=0 1=0 2 P(¢_1>]‘

z e
< / P log(a) exp(—a)a? " (67)
0




90

Observe que a integral da expressdao em (67) é obtida em Prudnikov et al.
(1986, vol 1, Secao 2.6.21, integral 1). Portanto, os momentos da distribuicao LKumGGE

podem ser escritos como:

/ )\gp smal( (@) Sm(N)emi (T [20 r—l
- 5 pr ()

m,¢,7=0 [=0
!

x [Pg2m+1) + i)} K
em que I'(p) = 82—2’).

Para ¢ = 0,

=m0 [l 3O (A b ()

o
Nota-se que [1 — QD(A)(y—;H)} pode ser escrita na forma da expressao

dada em (14) e assim,

= 2 [ o] HE Y] S gt (),

2mo 0

Por outro lado, considerando a mudanca de variavel y = p + 0z e usando o

resultado em (105) para ®A"FD)=1 (%) tem-se:

1= o Z Zws (A) (T) ol 1" v, (68)

m,p=0 j=0 L(p —m)m! p j
em que,
B (7))

Define-se a integral para j e p nimeros inteiros e nao-negativos, como:

Vip = / " () (2)ds,

em que ¢(z) é a densidade de probabilidade da distribuigdo normal padrao. A funcao de

distribuicao acumulada da distribuicao normal padrao pode ser escrita como:

O(z) = %{1 +erf(%)}, x € R,

em que erf(x) = = [ exp(—t)*dt.
Usando expansao binomial e intercalando os termos, obtém-se

p

= (259) /_Z o’ exp(—a*/2)erf <%>p_ldx.
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Usando expans@o em série para a fungao erf(.), encontra-se:

0 m 2m+1

erf(x Z 2m—|—1 m!’

Portanto, utilizando os resultados de Nadarajah (2008b), para j+ p — par,

tem-se:

_ +p—1+1
) — 2]/2 p+1/2) 2 l lF<J > x

_ _|-p—l—|—1 1 1 3 3
i z><‘7—._ g S, -1)). 69
A 2 IR 27 (99)

Representagoes graficas da assimetria e curtose da distribuicao LKumGGE
como fungao do parametro A\ para alguns valores de ¢ com = 1,5, 0 =2eq=0,5¢
como funcao do parametro ¢ para alguns valores de A com y=1,5,0 =2e ¢ =0,5, sao

dadas nas Figuras 15 e 16, respectivamente.

(a) (b)

35

5
1

3.0
1

Assimetria
Curtose

25

2.0
1
ceoeo

Figura 15- Assimetria e curtose da distribuicao LKumGGE como funcao do parametro A

para alguns valores de p com p=1,5,0 =2eq=20,5

4.4 Modelo de regressao log-Kumaraswamy gama generalizada estendida

Em muitas situagoes praticas, o tempo de vida é afetado por varidveis ex-
planatérias, como nivel de colesterol, pressao arterial, peso, entre outras. Os modelos de

regressao sao amplamente utilizados para estimar a funcao de sobrevivéncia para dados
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Figura 16 - Assimetria e curtose da distribuicao LKumGGE como fung¢ao do parametro ¢

para alguns valores de A com p=1,5,0 =2e q¢=0,5

censurados. O modelo de regressao que fornece um bom ajuste para os dados de tempo
de vida tende a produzir estimativas mais precisas para as quantidades de interesse. O
modelo de locacao e escala considerando Y dado z, tem distribuicao LKumGGE com

fungao densidade de probabilidade dada pela expressao (64), e pode ser representado por:

T .
Yi=x;8+0Z;, i=1,...,n, (70)
em que B = (B1,...,53,)" é um vetor de parametros desconhecidos associado a cada
covaridvel, x! = (x;1,...,x;p) é 0 vetor de covaridveis e Z; é o erro aleatoério.

A distribuicao da variavel aleatéria Z pode ser obtida utilizando a trans-

formacao de variaveis, que nesse caso ¢ dada por:

/ _
F/\(z;'—qJ) (727 "exp{g 'z — ¢ %exp(q2)}

F2) = ><{71 [9727q72exp(q2)}} - {1 — (71 [q72,q’2exp(qz)}) }W se q#0, (1)

\ \)—%exp( = 5)20 V()1 - (=) se q=0,
ém que z = # e ®(.) é a funcao de distribuigdo acumulada da normal padrao.

O modelo LKumGGE contém como casos particulares alguns modelos bem

conhecidos de regressao. Por exemplo, para ¢ = 1, obtém-se o modelo de regressao
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log-gama generalizada exponenciada LGGE (ORTEGA et al., 2011). O caso em que
A = 1 leva ao modelo de regressao log-gama generalizada exponenciada complementar
(LGGEC), enquanto que para ¢ = A = 1 obtém-se o modelo de regressao log-gama
(LG). Para ¢ = A = ¢ = 1 refere-se ao modelo de regressao log-Weibull (LAWLESS,
2003). Seo =1eo = 0,5, além de ¢y = X\ = g = 1, tem-se os modelos de regressao
exponencial e Rayleigh, respectivamente. Para A = ¢ = ¢ = 1, obtém-se o modelo de
regressao log-Weibul exponenciada (LWE) (MUDHOLKAR; SRIVASTAVA; FREIMER,
1995). Esse modelo é utilizado na andlise de sobrevivéncia em diferentes contextos, como,
por exemplo, Ortega; Cancho e Bolfarine (2006) que consideraram o modelo LWE para
dados censurados, Cancho; Ortega e Bolfarine (2009) para dados com fragao de cura e
Hashimoto et al. (2010) para dados com censura intervalar. Se 0 = 1, além de ¢ = 1 o
modelo LkumGGE se reduz ao modelo de regressao log-exponencial exponenciada. Para
o =0,5eq =1, obtém-se o modelo de regressao log-Rayleigh generalizada. O caso
em que A = 1, leva ao modelo de regressao log-gama generalizada (LGG) (LAWLESS,
2003). Recentemente a distribuigdo LGG tem sido utilizada em diversas dreas de pesquisa
(ORTEGA; CANCHO; PAULA, 2009). Se ¢ = —1, obtém-se o modelo de regressao log-
Weibull inversa generalizada. Para A =1 e ¢ = —1, obtém-se o modelo de regressao log-
Weibull inversa (GUSMAO; ORTEGA; CORDEIRO, 2011). Se ¢ = 0, tem-se o modelo
de regressao log-normal exponenciada. Finalmente, para A\ = 2, o modelo de regressao

LKumGGE se reduz ao modelo de regressao normal assimétrica.

4.5 Estimacao de maxima verossimilhanca

Considere uma amostra (y1,X1), ..., (Yn,X,) de n observagoes indepen-
dentes, em que a varidvel resposta é definida por y; = min{log(¢;),log(c;)}, e seja F' o
conjunto do logaritmo dos tempos de vida e C' o conjunto do logaritmo dos tempos de

censura. Assim, o logaritmo da funcao de verossimilhanca para o vetor de parametros

0 = (¢, \,p,0,8")" para o modelo (70) tem a forma [(8) = > 1,(8) + 3 lgc)(O), em
i€F i€C

que [;(0) = log[f (v:)], ZEC)(H) = log[S(v:)], f(y:) é a funcdo densidade de probabilidade

(64) e S(y;) é a funcao de sobrevivéncia (65). Dessa forma, o logaritmo da fungao de

verossimilhanca para @ é:
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vlog [Xe@ 2] 4 g Ta-a? ¥ ewlg)+

(A1) ; log{v1[g% ¢7% exp(gq2i)|}+

(=13 log {1—{mle? g2 exp(az)]} }+

e 3 log {1~ {mle™* ¢ exp(gz)]}}. se ¢ >0,
vlog [%} +q Yz — g7 Y explgz)+

1(6) = i€F = (72)
(A=1) ; log{m[g~? ¢ 2 exp(qz)] }+

(p=1) 3 log {1={mle? a2 explaz)] P+
Dlog{l—[1—{mlg™*q¢7 exp(q2i)] 1]}, se ¢ <0,
vlog [ 2] - § 2+ (= 1) X logl(z)]

+p—1) X log[l = @*z)] + ¢ 3 log[l — PM(2)]  se ¢=0,

\ ieF ieC

em que v é o niimero de observagoes nao censuradas e z; = (y;—x. 3) /0. As estimativas de
méxima verossimilhanga (EMV) 0deO podem ser obtidas pela maximizacao do logaritmo
da func@o de verossimilhanga (72). Valores iniciais para 3 e o s@o obtidos por meio do
ajuste do modelo de regressao Weibull com A =1, p =1eq=1. Se %, = (y; — x'8)/6,

o ajuste do modelo LKumGGE é obtido por meio da funcao de sobrevivéncia estimada

para y;
( N ~
{1={mla* a7 exp(@)}'}”  se ¢>0,
e AT s
SWis A ¢,0,4,8 ) =4 1—{1—{m[d 2% d %exp(¢z)]}*}* se ¢<0,
[1- q);\(éi)]¢ se ¢=0.

\

Os intervalos de confianca e testes de hipdtese sobre os parametros do mo-
delo sao realizados segundo como ¢é descrito na sub-segao 2.5.1. Sobre certas condigoes de
regularidade, a distribuigao assintética de (@—0) é anormal multivariada N, 4(0, L(8)71),
em que L(O) é a matriz de informagao observada. Os elementos da matriz de informacao
observada —L(0),composta por —Liy,, —Ly,, —Ls, —Lyg;, —Lyy, —Lyo, —Lys,, —Loo,
—L,p, ¢ —Lg,, para j,s = 1,...,p, sao dados no Apéndice C.

O teste da razao de verossimilhanga (T'RV') é ttil para comparar a dis-

tribuicaco LKumGGE com alguns de seus sub-modelos. Considera-se a particao 8 =
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(07,02)T em que 6, é um subconjunto de parametros de interesse e 85 é um subconjunto
de parametros restantes. A estatistica w para testar a hipotese nula Hy : 8, = 0%0) Versus
a hipStese alternativa Hy : 6, # 8" é dada por w = 2{((5) —0(6)}, em que 0 e 0 sdo as
estimativas sob as hipdteses nula e alternativa, respectivamente. A estatistica w é assin-
toticamente distribuida (para n — oo) como x3, em que k ¢ a dimensao do subconjunto

de parametros 6 de interesse.

4.6 Analise bayesiana

Considere a distribuicgdgo LKumGGE (71) e a fungao de verossimilhanga
(72) para os parametros A, ¢, o, ¢ e 3. Para uma andlise bayesiana, assume-se a seguinte

densidade conjunta a priori, dada por:

(A ,0,4,8) x m(A) x () x (o) x 7(q) x 7(B),

em que A\ ~ I'(ap, b)), ¢ ~ D(ag, b)), 0 ~ T'(as, b3), ¢ ~ N(uy,02) e B, ~ N(us,0?),
sendo T'(a;, b;) a distribuicio gama com média a;/b;, variancia a;/b? e fungao densidade

de probabilidade dada por:

biivsi—! exp(—vb;)

f(U;ai;bi) = F(al) )

em que v > 0, a; > 0eb; >0, N(us,0?) denota a distribuicao normal com média p,

variancia o2 e fungao densidade de probabilidade dada por:

f(x;,us;(js): \/RGXP[_T‘?

2 > (0. Todos os hiperparametros sao especificados. Assumindo

em que r,u € Reo
independéncia entre os parametros A, ¢, o, ¢ e 3, a distribuicao conjunta a posteriori

para \, ¢, o, ¢ e B é dada por:
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o) [P e[
(o E o))
< Tl 2]
Tl en (2T
< =i [r(ortren o[22 )Y

x (A e, 0,q0).

(73)

As densidades marginais a posteriori dos parametros A\, ¢, o, ¢ e B nao

sao facilmente obtidas.

Isso porque a integragao da densidade a posteriori conjunta

(73) é muito complexa. Uma alternativa para situagoes desse tipo é o uso do algoritmo

Metropolis-Hasting, descrito na sub-secao 2.5.2.

O algoritmo Metropolis-Hasting permite simular observacoes de dis-

tribuigoes a partir das densidades condicionais a posteriori. Assim, para o uso de tal algo-

ritmo consideram-se as seguintes condicionais a posteriori completas para os parametros

A @, 0,qe B3

T(Ay, v, 0,q,8)

m(ply, A, 0,q,8)

W T [% (q‘z, q % exp {q [w} })] '

e e DI
I {1- [ en 2]
e TI{1= [ (a0 e (o[

- (- (e (S22 et

ic€C



w(oly A 0.8 o« (=) g “_TM}@XP(—Q‘QZGXP{Q[MW

(ot )

X ZEF{ [ ( ,q % exp {Q[M} })}A}@l

X J 1 - {1 - ['71 (q—27q—2 exp {q[w} })]A}W W
) o (SR [y 5 )

X exp(—q_Q;exp {q[w]b

X H [”Yl (Q*Q, q*2 exp {q [(y%_aﬂ] })} A—1

X g{l— [71<q—2,q—2exp {q[w}}ﬂA}@l

X H 1 - {1 - [71 (q—?’q—2 exp {q[(yl_aﬂ] })T\}@ < ()
T(Bly, N, p,0,q) < exp [q‘l Z (?/z_aﬂ] exp ( —q? > exp {Q[M] })

X H [”Yl <q*27 g 2exp {q [M] })} -1

X g{l— [’71<q—2,q—2exp {q[(yl_gﬂ} }>]>\}¢1

I (- ol e (B2 <

Para as andlises descritivas para os parametros do modelo LKumGGE foi

utilizado o software estatistico R, pacote BOA (Bayesian Output Analysis).

4.7 Aplicagao: dados de dependéncia quimica

Para ilustrar a aplicagao do modelo de regressao LKumGGE foi utilizado
um conjunto de dados fornecido pela Associacao Mae Admirdvel, situada na cidade de

Caratinga-MG e estudados por Pascoa (2008). Foram avaliados 141 residentes, depen-
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dentes quimicos, no periodo de 2000 a 2005. A variavel resposta foi o tempo de per-
manéncia na comunidade até a desisténcia do tratamento, considerando que cada re-
sidente permanece na comunidade por um periodo maximo de 270 dias, sem qualquer
contato com as drogas. Quem alcancou essa meta foi considerado, neste trabalho, como
um dado censurado.
Dependéncia quimica é uma doenca cronica do cérebro (KALIVAS;
VOLKOW, 2005). Uma de suas principais caracteristicas é o fendmeno da recaida, em que
o individuo retorna ao consumo da substancia problema, seguida por uma nova tentativa
de parar ou reduzir este consumo (BRANDON; VIDRINE; LITVIN, 2007, KOOB; LE
MOAL, 1997). Recaida nao significa falha do tratamento, pelo contrério: ela é uma parte
do processo de reabilitagao (MARLATT, 2001). O paciente entra em recaida quando ele
ou ela apresenta a totalidade ou parte dos padroes de comportamento disfuncional que
estavam presentes antes do tratamento. Assim, a recaida comeca antes do consumo reno-
vado real. Mudancas de comportamento e exposicao a situacoes de alto risco geralmente
precedem a retomada do consumo da substancia (MILLER et al., 1996). Mesmo os pa-
cientes mais motivados podem apresentar episédios de recidiva (BAKER et al., 2004). No
entanto, a recaida é previsivel e evitdvel (BRANDON; VIDRINE; LITVIN, 2007).
Estudos dos fatores de risco associados com recidiva em dependéncia
quimica sao muito importantes, porque seus resultados podem aumentar a probabilidade
de inicio de intervencoes clinicas adequadas. Além disso, estudos de risco permitem a
identificacao de fatores de protecao para reduzir a resisténcia e vulnerabilidade favoraveis
a tentacao de recaida. As variaveis envolvidas no estudo sao:
i) t; : tempo de permanéncia na comunidade até a desisténcia do tratamento (dias);
i) cens; : o indicador de censura (0= censura, 1 = falha);
iii) x;1 : estado civil (1 =casado ou separado, 0 = solteiro);
iv) x;2 : escolaridade (0 =nenhuma ou ensino fundamental incompleto, 1 = ensino funda-
mental completo ou ensino superior completo ou nao);
v) @it idade (1=> 30 anos, 0 =< 30 anos).

Ajustou-se o modelo de regressao LKumGGE dado por:

Yi = Bo + Bixia + Boio + B3xis + 02,

em que os erros zi, ..., 2141 Sao variaveis aleatorias independentes com funcao densidade

de probabilidade (71).
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Na Tabela 7, podem ser vistas as EMVs para os parametros do modelo de
regressao LKumGGE, ajustado aos dados de dependéncia quimica usando o procedimento
NLMixed do SAS. Esse modelo envolve um parametro extra () que lhe dd mais flexibi-
lidade para se ajustar a esses dados. Valores iniciais para 3, ¢ e ¢ sao tomados a partir
do ajuste do modelo de regressao LGG, com A\ =1 e ¢ = 1. As varidveis explicativas z1,
x9 e x3 sao marginalmente significativas para o modelo de regressao LKumGGE ao nivel

de significancia de 5%.

Tabela 7 - Estimativas dos parametros, erros-padrao, valor p e intervalos de confianca de 95%

para o modelo LKumGGE, ajustado aos dados de dependéncia quimica

Parametro Estimativa FErro-padrao Valor p IC 95%

q -0,2996 0,000015 - (-0,2996; -0,2995)
A 7,4794 2,2531 - (3,0251; 11,9336)
© 0,1298 0,01362 - (0,1029; 0,1568)
o 1,0574 0,000111 - (1,0572; 1,0576)
Bo 6,2476 0,000166 <0,001  (6,2473; 6,2480)
B 0,0434 0,000052 <0,001  (0,0433; 0,0435)
Ba 0,0947 0,002287 <0,001  (0,0902; 0,0992)
B3 0,6256 0,000588 <0,001  (0,6244; 0,6267)

De acordo com o modelo final, a interpretagao é que o tempo de permanéncia
na comunidade até a desisténcia do tratamento de pacientes com alta escolaridade fica
aumentado em 9,93% ([exp{0,0947}] x 100%), se comparado com o tempo de pacientes
com baixa escolaridade. Em relacao ao estado civil, pacientes casados tém o tempo
mediano aumentado em 4,49% ([exp{0,0434}] x 100%), quando comparado com o tempo
de pacientes solteiros. O tempo de permanéncia na comunidade de pacientes com idade
igual ou superior a 30 anos é 86,93% ([exp{0,6256}] x 100%) maior do que o tempo de
pacientes com idade inferior a 30 anos.

Um resumo das estatisticas AIC, CAIC e BIC para comparar os modelos
de regressao LKumGGE, LGGE, LGGEC, LGG e log-Weibull é dado na Tabela 8. Esses
resultados indicam que o modelo de regressao LKumGGE tem o menor AIC, CAIC e BIC,

dentre os modelos ajustados, e, portanto, poderia ser escolhido como o melhor modelo.
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Tabela 8 - Estatisticas AIC, CAIC e BIC para comparar os modelos de regressao LKGG,
LGGE, LGGEC, LGG e log-Weibull

Modelo AIC CAIC BIC
LKumGGE 3487 349,8 3723
LGGE  460,7 461,6 4814
LGGEC  351,2 352,1 371,9
LGG 458,8 4594 476,5
Log-Weibull 471,8 472,2 486,5

A comparagao entre o modelo proposto com alguns dos seus sub-modelos
por meio do T'RV ¢ feita na Tabela 9. Os resultados nesta tabela sugerem que o modelo
LKumGGE produz um ajuste mais adequado a esses dados quando comparado com os

outros modelos.

Tabela 9- TRV para os dados de dependéncia quimica

Modelo Hipoteses Estatistica w | valor p
LKumGGE vs LGGE Hy:p=1vs Hy: Hpé falso 114,0 < 0,0001
LKumGGE vs LGGEC Hy: A=1vs Hy: Hyé falso 4,50 0,03389
LKumGGE vs LGG Ho: A=¢p=1vs Hy: Hyé falso 114,1 < 0,0001
LKumGGE vs Log-Weibull | Hy: A\=¢ =g =1 vs Hy : Hpé falso 1291 < 0,0001

Considerando agora uma andlise bayesiana, foram adotadas as seguintes
distribuigoes a priori pouco informativas: A ~ I'(0,01;0,01), ¢ ~ I'(0,01;0,01), o0 ~
I'(0,01;0,01), g ~ N(0;100) e B, ~ N(0;100).

Dessa forma, foram geradas duas cadeias paralelas e independentes com
tamanho 100.000 para cada parametro usando o algoritmo de Metropolis-Hasting, descon-
siderando as primeiras 10.000 iteragoes para eliminar o efeito dos valores iniciais. Além
disso, considerou-se espacamento de tamanho 10, para evitar problemas de correlagao,
obtendo-se uma amostra de tamanho 9.000. Para monitorar a convergencia das amostras
foi usado o fator de reducao da escala R, desenvolvido por Gelman e Rubin (1992). A
Tabela 10 apresenta os sumarios a posterior: para os parametros do modelo LKumGGE,
além de mostrar os valores do fator de reducao da escala.

Nota-se que os valores de R estao préoximos de 1, indicando a convergéncia
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Tabela 10 - Sumario a posteriori dos parametros do modelo LKumGGE para os dados de

dependéncia quimica

Parametro Média Desvio padrao HPD (95%) R

q -0,2992 0,0498 (-0,3963; -0,2043) 1,0000
A 7.4796 0,0500 (7,3834; 7,5789)  1,0006
© 0,1295 0,0100 (0,1096; 0,1487)  0,9999
o 1,0571 0,0501 (0,9585; 1,1547)  1,0014
Bo 6,2467 0,2215 (5,8243; 6,6896)  1,0006
b1 0,0432 0,0099 (0,0242; 0,0630)  0,9998
Ba 0,0943 0,0316 (0,0344; 0,1588)  1,0015
B3 0,6264 0,2211 (0,1975; 1,0651)  1,0017

x 0 .
05 04 7:_3 02 o1 55 6o i 65 70 0.00 o.oz; 0.08
005 o0s ) 015 00 o.; 1o 1s

Figura 17 - Densidades marginais a posterior: para os parametros do modelo LKumGGE para

os dados de dependéncia quimica

das cadeias. Pode-se observar que o valores para a média a posteriori (Tabela 10) sao

similares aos valores obtidos para o modelo LKumGGE apresentados na Tabela 7. Além
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disso, a Figura 17 apresenta as densidades marginais a postertor: aproximadas pelo his-
tograma, considerando as 9.000 observagoes amostrais geradas. As densidades marginais
apresentadas por meio da Figura 17 sugerem que a distribuicao a posteriori apresenta

uma tendéncia a simetria para os parametros.
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5 DISTRIBUICAO GAMA GENERALIZADA GEOMETRICA

A distribuigao gama generalizada (GG) foi introduzida por Stacy (1962) é
um modelo muito popular para analisar dados assimétricos. Possui como sub-modelos
distribuicoes amplamente utilizadas na analise de dados de tempo de vida, como as dis-
tribuicoes Weibull, gama, Rayleight, entre outras. Diversos autores nos ultimos anos tém
concentrado seus esforcos na generalizacao de familia de distribui¢des de probabilidade,
obtendo, dessa forma, maior flexibilidade e, consequentemente, ganhado na modelagem de
dados e na capacidade de incorporar um grande niimero de sub-modelos nas distribuigoes
generalizadas.

Seguindo a ideia de Adamidis e Loukas (1998) para um processo de mistura
de distribuicoes, o objetivo deste capitulo é introduzir a distribuicao gama generalizada
geométrica. Essa nova distribuicao, devido a sua flexibilidade para acomodar muitas for-
mas para a funcao risco, pode ser utilizada em uma grande variedade de problemas na
andlise de dados de sobrevivéncia. O restante do capitulo estda organizado da seguinte
forma: na secao 5.1, a distribuicao gama generalizada geométrica e alguns de seus sub-
modelos sao apresentados. As propriedades matematicas da nova distribuicao sao apre-
sentadas na secao 5.2. Estimacao pelos métodos de maxima verossimilhanga e bayesiana
estao presentes nas segoes 5.3 e 5.4. Por fim, a andlise de um conjunto de dados reais é

dada na secao 5.5.

5.1 Distribuigao gama generalizada geométrica

Suponha que {Y;}Z_, sdo varidveis aleatérias independentes e identicamente
distribuidas (iid) que possuem fungao de distribui¢ao acumulada gama generalizada (GG)
definida na equagao (2).

Seja Z uma variavel aleatoria geométrica com funcao de probabilidade dada
por P(z;p) = (1—p)p* ' paraZ € Nep € (0,1). Seja T = min({Y;}7,), entao, fazendo-
se uso da distribuicao do minimo, encontra-se a funcao de distribuicao acumulada de

T:

Fe(t) =1 [1 = Fr(n) =1 {1 - [k, (&)] 3 (74)

Derivando a expressao (74) com relagao a t encontra-se a funcao densidade
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de probabilidade de ¢ condicionada a Z = z. Assim,

sttt = o (5) e [ () T [ ()T}

Como t e z sao independentes, entao tem-se que a funcao densidade de

probabilidade conjunta de t e z é dada por:

ft z;0,7,k,p) = [f(t[z;0,7,k)P(z;p)
= aw@) e Q)G a-

Portanto, a fun¢ao densidade de probabilidade marginal de ¢, f(¢;0) em

que 87 = (a, 7, k, p) é:

e}

ft;0) = Zf(t;z,amk,p)
G (&) e - ()] S =l ()
em que:
e OV (R CON )

Entao, a funcao de densidade da distribuicao gama generalizada geométrica

(GGG) com quatro parametros é dada por (¢ > 0):

ot = A=D1 e [ ()]0 () 9

A fungao de distribui¢ao acumulada correspondente a (75) é:

Fltorkp) = — = ()] . (76)
t-p{t=nln (i) ]}

A varidvel aleatéria T' com fungao de densidade (75) é denotada por T' ~
GGG(a, 1, k, p).

A distribuigao Weibull geométrica (WG)(BARRETO-SOUZA; MORALIS;
CORDEIRO, 2011) é obtida de (75) para k = 1. Para 7 = 1, obtém-se a distribuigao gama
geométrica com trés parametros (o, k,p). A distribui¢do GG é a distribuicao limite (o
limite é definido em termos da convergéncia na distribui¢ao) da distribui¢ao GGG quando

p — 0F. Por outro lado, se p — 17, tem-se a distribuicao de uma varidvel aleatéria Y
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tal que P(Y = 0) = 1. Assim, o parametro p pode ser interpretado como um parametro
de degeneragao. Para 7 = k = 1 em (75), tem-se a distribui¢do exponencial geométrica
(EG). Quando p se aproxima de zero (e k = 1), obtém-se a distribui¢ao Weibull. Alguns
sub-modelos da distribuicao GGG sao listados na Tabela 11.

Tabela 11 - Alguns sub-modelos da distribuicao GGG.

Distribuicao T «

Eul

Gama geométrica 1 «
Qui-quadrado geométrica 1
Exponencial geométrica

Weibull geométrica c  «

e
—

Rayleigh geométrica
Q@

V2

Maxwell geométrica

—_
Q
— = N3
BRI R R

[\ N} ]
N—= N

Semi-normal geométrica

As fungoes de sobrevivéncia e risco correspondentes a (75) sao:

sk 1o () (-l () )

cnn SO e [ (0
Ok @10-r (91D )

respectivamente. Os graficos da funcao densidade de probabilidade GGG e funcao risco

para alguns valores de parametros sao apresentados nas Figuras 5.1 e 19, respectivamente.

5.2 Propriedades gerais

Para determinar algumas propriedades da distribuicao GGG, a funcao den-
sidade de probabilidade (75) pode ser reescrita na forma de combinagao linear da dis-
tribuicao GG. Assim, seja ¢(t) a fungao densidade de probabilidade proposta por Stacy
(1962) da distribuigao GG(a, 7, k), definida na equacao (1). Para |z] < 1 e p > 0 um
numero real e nao-inteiro, considere a seguinte expansao:

Llp+J

(1—2)_”:;T)j!)zj. (77)
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(a) (b)

GGG(142509p) 6G6(425,1.2p)

— p=09
— p0%3
@ p=097
— p0%9
— 0993

0.25
I

[10)
[0)

2.0

— 0=15;1=4;k=7; p=0.9
0=t k=1.3;p=0.99

1.5

(0
1.0

0.5

0.0
L
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Figura 18 - Graficos da funcao densidade GGG para valores de parametros selecionados

h(t)
3
Il
h(t)
3

Figura 19 - Graficos da funcao risco para valores

(b)

a=1.4; 1=2.5; k=0.1; p=0.9

de parametros selecionados

T —2
Dessa forma, escrevendo a quantidade {1 —p <1 -7 [k‘, <§> } ) } na forma

de uma expansao dada em (77), a fungao densidade de probabilidade da distribuigao

GGG(a, 1, k,p) é expressa por:

10 =G (G e [~ ()] S0+ v - (BT

Jj=0
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~ . . ~ . . . o0 ]
Usando a expansio binomial na expressdo acima e substituindo » =, > %)

por »_ " > o2, obtém-se:
0D (e[ (Y] Som (DT

em que a quantidade s,,(p) é expressa por:

(=)™ (m+1)p™
1 —=p)mt>

Portanto, utilizando o resultado em (110) no Apéndice A na expressao (78),

sm(p) = (79)

a funcao densidade de probabilidade da distribuicao GGG é dada por:

[e.e]

f(t> = Z ’LU(k,p, m, Q) ga,7,k(m+1)+q<t)a t> O: (80)

m,q=0
em que go.rk(m+1)+q(t) tem distribuicdo GG(a, 7, k(m + 1) + ¢) e os coeficientes de pon-

deragao w(k, p,m,q) sao dados por:

(1 =p)Tk(m +1) + q] 3m(p) cimg
T(k)m+! :

w(k,p,m,q) = (81)

Os coeficientes ¢, , sao determinados a partir da relagao de recorréncia em
(109)(Apéndice A). A equagao (80) mostra que a densidade GGG pode ser escrita em

termos de uma combinacao linear de densidades GG.

5.2.1 Momentos

Algumas das principais caracteristicas de uma distribui¢ao, como, por e-
xemplo, tendéncia, dispersao, assimetria e curtose, podem ser estudadas por meio dos
momentos. Assim, o r-ésimo momento ordinério da distribuicao GG(«, 7, k) (STACY,
1962) é obtido da seguinte forma:

, o' T(k+r/T)
Hrca = T
Logo, considerando a fungao densidade de probabilidade (80) o r-ésimo

momento ordinario da distribuicao GGG, obtido a partir dos momentos da distribuicao

GG(a, 7, k(1 + q) + d) é dado por:

) or (1—p)Llk(m +1) + g+ /7] $m(P) Cmg
2. T (kym+l '
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Uma outra representagao para o r-ésimo momento da distribuicao GGG com

fungao densidade de probabilidade (75) é obtida desenvovendo-se a seguinte expressao:

= O (O [ ()] (s (4)])) e

Assim, fazendo a mudanca de variavel w = (ﬁ)T em (82), tem-se:

r O/<1 _p>

Fe= ") /0“’ W exp(—w) (1= p[1 = 7k, w)]) dw.

Dessa forma, escrevendo a quantidade (1 —p[1 — v, (k,w)]) ™2 na expressio

acima, na forma de uma expansao dada em (77), tem-se:
o O/(l _p) - . [ k+I—-1 _ B L J
= SG+DY [ Wt exp(—w) [1— 9 (K, w)] dw. (83)
=0 0

Usando a expansao binomial no termo [1 - (k, w)}j a expressao (83) pode

ser reescrita como:

e = % PIPIFACEINCERY @ /ooo WM exp(—w) 7 (k, w)'du.

7=0 [=0

Poranto, intercalando 3%, S, por 3%, >, e usando o resultado
(—1)! >+ 1) ()P’ = si(p), em que s(p) é dado por (79), o r-ésimo momento or-
dinario da distribuicao GGG ¢é dado por:

,_a(1-p) ¢ r
=~ I - 4
=" 2 (k20). (84)
em que,
I <k,z,l) :/ w71 exp(—w) 1 (k, w)'dw.
T 0

Segundo Nadarajah (2008b), a integral definida em [ (k;, z, l) ¢é determinada
de acordo com alguns resultados em termos da funcao de Lauricella do tipo A (EXTON,

1978; AARTS, 2000), definida na sub-segao 3.2.1. Portanto,

F(20) = KT/ kD) >
FO(rfr+ k(U + 1)k, kk+ 1, k+1,—1,.., 1), (85)

As representacoes graficas da assimetria e curtose como fungoes de 7 para

valores selecionados de p quando @ = 0,5 e k = 10, sao apresentados na Figura 20.
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Assimetria
5

Curtose

T T T
0.20 0.25 0.30 0.35 0.40 0.45 0.50

. . . 12 14
T

Figura 20 - Assimetria e curtose da distribui¢ao GGG como uma fun¢ao do parametro 7 para

valores selecionados de p

5.2.2 Funcao geradora de momentos

Seja T uma variavel aleatéria GGG(a, T, k, p), com fungao densidade (80).
Entao a fungao geradora de momento (fgm) definida por M(s) = Eexp(sT)] é obtida da

funcao de distribuicao GG(a, 7, k). Assim, a fgm da distribuicdo GG é determinada da
seguinte forma:

Mo, 1 (s) = #(k) /Ooo exp(st) t™texp{—(t/a)" }dt.

Entao, substituindo u = t/a, tem-se

Mo - i(8) % /000 exp(asu) u™ ' exp(—u")du. (86)

Note que o termo exp(asu) pode ser expandido em série de Taylor. Assim,

utilizando essa expansao a fungao (86) é escrita como:

T = <as)m e Thk+m—1 T
M&,T,k(s) F(k’) Z m! A [ eXp( U )du

m=0

Por outro lado, a integral da fgm apresenta o seguinte resultado

/ u™ " exp(—u")du = 7' T(k +m/7). (87)
0
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Portanto, para 7 > 0 e considerando o resultado da integral acima, a fgm

da distribuicao GG é dada por:

My i(s) = %k) ZOF@ + k) (O‘ni)!m. (88)

No entanto, para 7 > 1, o somatério da fgm (88) pode ser escrito em termos
da fun¢do Wright hipergeométrica generalizada (WRIGHT, 1935) definida na sub-segao
3.2.2. Dessa forma, utilizando o resultado em (30) para reescrever o somatério da fgm
(88), a fgm da distribuicao GG é dada por:

1 (k,1/7)

Ma,7—7k<8) = F(k?) 1\110

jas| . (89)

Sabendo-se que a fgm da distribuigao GG é dada pela equagao (89), a fgm
da distribuicao GGG ¢é obtida da seguinte forma:

Mom',k(s) = Z w(kypamaQ)Moz,T,k(m—i—l)—i-q(S)-
m,q=0
Portanto, tem-se:
— w(k,p,m,q) (k(m+1) +q,771)
M(s) = 10 ;as| . (90)
2 T+ 1+ .

5.2.3 Desvios médios

Se T é uma variavel aleatéria com distribui¢ao GGG com média p) = u =
E(T) e mediana my, entdo o desvio médio em relagdo a média e o desvio médio em relagao

a mediana sao definidos, respectivamente, por:
0y = 2ui F(py) — 21 (py) e 6o = py — 21(my), (91)

em que F(u)) e F(my) sdo obtidas por meio da expressao (76) e a funcao I(my) é definida

por:

I(my) = / LE(E)dt.
0
Assim, considerando f(t) como sendo a fungao densidade de probabilidade

definida em (80) tem-se:

mi
I(m1> = Z UJ(k?,p, m, Q)/ tg(oc,T,k(m-l—l)-i-q) (t)dt
0

m,q=0
o0

= > wlk,p,m,q) J(a,7 [k(m + 1) + g, ma), (92)

m,q=0
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Por outro lado, a integral definida em (92) é escrita da seguinte forma,

considerando = = t/«,

C([k(m+1

mi/a
J(a, 7, [k(m +1) +q],m1) = ) /0 gD+ oxp (—27)d,

Dessa forma, utilizando a mudanca de varidvel w = 27, a integral em

J(a, 7, [k(m + 1) + q],m;) é determinada em termos da fun¢do gama incompleta, ou

seja:
J( k(m+1)+q],mi) = a /(ml/a) m )+l 77 1 oy (—w)d
o, T, m q|,m - F([k(m + 1) + q]) w eXp w)aw
= a Y([k(m+ 1)+ ¢+ 77 (mi/a)7). (93)

L([k(m +1) + q])

Portanto, substituindo o resultado obtido em (93) na expressao (92), tem-se:

om) = 3 o ELID 1) 4 ()

O resultado é analogo para I ().

5.2.4 Confiabilidade

A medida de confiabilidade da distribuigago GGG é determinada con-

siderando a expressao apresentada por Silva; Ortega e Cordeiro (2010), dada por:

:/Ooof(t)Ftdt

em que f(t) é a funcdo densidade de probabilidade e F(t) é a fungao de distribuigao
acumulada. Considere a fun¢ao densidade de probabilidade (80) e a fungao de distribuigao

acumulada (76). Entao, tem-se:

/ w(k, p,m, q) F[k:(mTJr 1) +4q| (é)ﬂk(mﬂ)ﬂ}_l P [_ (é” n [’“ <§)]

m,q=0

< il () e

N |
Utilizando a expansao (77) na quantidade (1 - p{l -n [k’ <§> ] }> 8

confiabilidade é dada por:

/ w(k, p,m, q) F[k(mTJr 1) +4q| (é)ﬂk(mﬂw_l P [_ (é” n [’“ <£)]

X (j n 1)pj{1 — v [k (é” }jdt. (94)
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Portanto, considerando a expansao binomial no termo {1 - M [/f, (5)7] }j,

a expressao (94) é dada por:

R = /OOO i w(k’p’m’q>aF[k(m7:i—1)+q] (é)ﬂk(mﬂ)ﬂ]_l P [_ (é”
< Sy ()l ()]

Por outro lado, substituindo » 2 S, por 3% >, tem-se:

— [ st (5 [ ()] S

m,q=0

X ™ [k (é)] T, (95)
em que a quantidade s;(p) é definida pela expressao (79). Assim,
e (9T =S () s (T

Usando a expansao binomial na equacao acima, obtém-se:

e (77 = e () (Dl (9T

=0 r=

Portanto, (95) pode ser escrita como:

n e 5SS G2 (V)0 [

o OeT o

Dessa forma, subtituindo w = (é)T em (96) tem-se:

oo i+1

Z ZZv(k,p,m,q,i,l,r)I[kz(m +1),q,7],

m,q,i=0 [=0 r=0

em que,

/U(k7p7 m’ Q7i7 l7r) =

(1 —p)(—lr)l(;iﬁ(lp)si(p)cm,q (Z sz 1) (i)

Ik(m+1),q,r] = / wFm DT oxp (—w)yy (k, w)" duw.
0
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Usando a fungao Lauricella do tipo A (definida na sub-segao 3.2.1), a tltima

integral pode ser reescrita como:

Ik(m+1),q,7r] = [k(m+1)]"Tg+k(m+r+1)] x
FOlg+ k(m+r+ 105 k(m+1),.. . k(m 4+ 1);k(m+ 1) +1,...,

k(m—+1)+1;-1,...,-1). (97)

5.2.5 Estatistica de ordem

A funcao densidade de probabilidade f;.,(t) da i-ésima estatistica de ordem,
para ¢ =1,...,n, das variaveis aleatorias 17, ...,7,, é dada por:

1
B(i,n —i+1)

Jin(t) = FOF@) 1= F()}", (98)

em que f(-) é uma funcao densidade de probabilidade, F(-) é uma fungao de distribuigao
acumulada e B(-,-) denota a funcao beta. Observa-se que a quantidade [1 — F(¢)]"~* em

(98) pode ser escrita na forma de uma expansao binomial da seguinte forma:

1- PP =3 (")

10 J1
Assim,
1 (i d g (pyiti-1
Finlt) = g O X (" )@,

j1=0
Porém, se F(t) é a fungao de distribuigao acumulada da GGG definida em

(76), tem-se:

Y (I (R 14 g R YO )

Portanto, usando a expansao binomial na expressao (99), obtém-se:

o= S () ok () ol D))

=0

Novamente usando a expansao binomial no termo {1 - M [k, (%) } (1 —

i @mr}%em-sez
e = S e () (ale ()T
< (ool (21D w
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Aplicando a expansao (77) na quantidade (1 - p{l M [k:, (i)T] })‘5 da
equacao (100), tem-se:
i+j-1 1

F(z)*i~! Z i P(= ”SF(S +j1) (z +]l' - 1) (i)% 0 ()

T

T Ji
Expandino o termo {1 - [k, <§) } } da expressao acima obtém-se:

o~ E LS R (g0 1))

Usando alguns célculos algébricos tem-se:
[ (2] = 3 S () (M (2) ]
m1=0 r=0 m " @
Logo,

i+j—-1 1 m

0= S5y () (b () T

=0 s=0 r=0

em que,

oo ]1 li+s ; l +mi+r .
. p7 1 F(S + jl) N I +s mi
wr(ps J1, b, ma, 8) ZZ Z I my r )

71=013=0m1=0 jl

Parar =0,1,..., tem-se:
s Z"‘j 1 T\TIT
ot B etematomfs (2
; ; ( > (7 y Py J1, 01, 1, )71 5 o 5

em que os coeficientes v,(l, s, p, j1, 1, m1, ) sdo definidos por:

l

. l .
VT(Za S7p7j17l17m1a S) = Z(_l)s (S>w7’(pvj17llam1a 8)

s=0

Intercalando as somas, obtém-se:

H—] ! meﬂ 1 71[ ( ) ] )
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em que os coeficientes p, ,(p) s@o calculados por:

ity = S0 () LS P e (1) (o)

1=0 $=0 j1=0 1;=0 m, =0 (s)71!

(llﬂz S> ( rl). (101)

Para r,u = 0,1,..., a densidade de probabilidade da estatistica de ordem

da distribuicao GGG ¢é dada por:

n—i

Jin(@) = 5o i /@

1) (” j_ 2) mglo Pri+i-1(P)n [k (2” .

Usando a densidade (80), fi.,(x) pode ser escrito como:

=0

.

co n—i my

fim(x) = BZTL—Z—I—l ZZZ (n—2> w(k,p,m,q) pritvi-1(p)

qu]OTO

T
X M [k’, <a) ] ga,T,k(m+1)+q(ﬂ7)-

Através da aplicagao de expansao (110) na expressdo acima, a densidade

fin(x) é expressa por:

1 (n 7,)
fln(x) = B(Z n—i + 1) Z Z P TOCT k7"+v) CT'U (kvpa m, q) pT,i—l-j—l(p)

m,q,v=0 j=0 r=

X xT(kT—H}) o,k m+1)+q('r)7

em que as quantidades w(k,p,m,q) e p,i+j—1(p) sdo definidas em (81) e (101), ¢, €
calculado recursivamente por (109). Dessa forma, o s-ésimo momento de 7., é obtido a
partir do s+ 7(kr + v)-ésimo momento fracionario da distribui¢ao GG(«, 7, k(m +1) +q).

Logo,

; ("))
E(X7,) = Blin—i+1) Z ZZW%UW(%,]LW,Q) Pri+j-1(p)

TR ID (k(m 4+ 1) + g + [s + 7(kr +v)]/7)
C(k(m+1)+q) '

5.3 Estimagao de maxima verossimilhanca

Os parametros da distribuicao GGG sao estimados por meio do método de
maxima verossimilhanca a partir de uma amostra. Seja tq,...,%, uma amostra aleatéria

de tamanho n com distribuigao GGG(a, 7, k, p). O logaritmo da fungao de verossimilhanga
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para o vetor de parametros 8 = (a, 7, k,p)?, com fungao densidade de probabilidade (75)

¢é dado por:

n

1(0) = nloglr(1—p)] —nloglaT(k)] + (tk — 1) ilog (tg) - (t—)

- (6]
=1

2o {1-p[1 - (1 ()]} (102

As derivadas de primeira ordem de (102) em relagdo aos parametros em 6

sao dadas por:

UL(8) = —”—T’“ —Z sz Zumexp( u),

U.(0) = Z + - Zlog(ui) - Zul log(u;) — TF—pk) Zuf log(u;) exp(—u;),

U(0) = —ny(k)+ Zlog u;) + Qngl k)i (ki) — wil,
n
i=1
em que

U; = <_z> y i = [_1 +71(kaui)]7 g = {1 —p[l — 71(k7ui)]}7

o0

[y (k, )], Z n' J(uj, k+n—1,1),

n=0

3

Y(.) é a fungao digama e J(u;, k +n —1,1) é definido no Apéndice D.
Consequentemente, o estimador de maxima verossimilhanga (EMV) 0 de 6

é obtido numericamente a partir das equacoes nao lineares,

Un(0) =U.(0) =U(8) =U,(0) = 0.
Assim, sob certas condigoes de regularidade, a distribuicao assintética dos
EMYV ¢ dada por (5 —0) é Ny0,L(0)™"), em que L(8) é a matriz de informacao obser-

vada, obtida de:
Laa La‘r Lak Lap

LTT LT LT
L(6) = B
| DA D7
L

pp
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cujos elementos sao apresentados no Apéndice D.

O teste da razao de verossimilhanga (T'RV') é util para comparar a dis-
tribuicao GGG com alguns de seus sub-modelos. Por exemplo, o teste de Hy : k = 1
versus Hy, : Hy nao € verdade, é equivalente a comparar a distribuicao GGG com a

distribuicao Weibull geométrica para o qual a estatistica w é dada por:
w=2[0@,7,k,p) — £(a7,1,p)],

em que @, 7, k e p sdo os estimadores de maxima verossimilhanca sob H; e a, T e p sao

os estimadores sobre Hy.

5.4 Analise Bayesiana

Considere a distribuicao GGG (75) e a funcao de verossimilhanca (102) para
os parametros «, 7, k e p. Para uma andlise bayesiana, assume-se a seguinte densidade

conjunta a priori, dada por:
(o, T, k,p) x m(a) x w(7) X w(k) X 7(p),

em que a ~ ['(ay,by), 7 ~ [(asg,bs), k ~ ['(as, b3) e p ~ Be(a,b), sendo I'(a;,b;) a dis-
tribuigdo gama com média a;/b;, variancia a;/b? e fungao densidade de probabilidade dada
por:

biivs Tt exp(—vb;)

f(U§ Gi,bi) = F(ai) )

em que v > 0, a; > 0 e b > 0. Be(a,b) denota a distribuigdo beta com média s

variancia m e funcao densidade de probabilidade dada por:
1
via,b) = — v (1 —v)’,
flva.b) = g™ (1)
em que v € (0,1),a > 0eb> 0. Todos os hiperparametros sao especificados. Assumindo
independéncia entre os parametros «, 7, k e p, a distribuicao conjunta a posteriori para
a, 7, k e p é dada por:

n

ool (L) e [ 3 YT (o=l (D)

=1

x m(a, T, k,p). (103)

As densidades marginais a posteriori dos parametros «, 7, k e p nao sao facil-

mente obtidas. Isso porque a integracao da densidade a posteriori conjunta (103) é muito
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complexa. Uma alternativa para situacoes desse tipo é o uso do algoritmo Metropolis-
Hasting, descrito na sub-secao 2.5.2.

O algoritmo Metropolis-Hasting permite simular observacoes de dis-
tribuicoes a partir das densidades condicionais a posteriori. Assim, para o uso de tal algo-
ritmo consideram-se as seguintes condicionais a posteriori completas para os parametros

a, T, kep:

st x oo [ <3 (2)]]

2 | 1{1—p<1—71[k, (gﬂ)}zxﬁ(a)
ORESIEARONIEEG

1

n n

ek x o[- 30 (2)]]

n n
=1 =

w(klt,a,7,p) o< T'(k)" H (g)Tk{l - p<1 -m [k’, (%)T} ) }2 x (k)

=1

m(plt,a, 1, k) o (1 —p)"ﬁ {1 —p(l — M [k, (g)TD}_Q X 7(p).

1=
Para as andlises descritivas para os parametros do modelo GGG foi utilizado

o software estatistico R, pacote BOA (Bayesian Output Analysis).

5.5 Aplicacao: dados de Nursing Activities Score (NAS)

Para ilustrar uma aplicacao da distribuicao GGG, foi considerado um estudo
prospectivo, com o objetivo de identificar o tempo médio de assisténcia de enfermagem
necessario para assistir ao paciente adulto, classificado como alta dependéncia de en-
fermagem (ADE). Participaram da pesquisa todos os pacientes classificados como ADE,
internados na Unidade de Clinica Médica do Hospital Universitario da USP por no minimo
24 horas, durante o periodo de coleta de dados. Para a identificacao dos pacientes de ADE
foi utilizado o Instrumento de Classificagao de Pacientes (ICP) de Fugulin, Gaidzinski e
Kurcgant (2008). O tempo médio de cuidado necessario para assistir o paciente de ADE
foi calculado por meio da aplicacao de uma equacao matematica disponivel na literatura,
a partir da identificagao do valor médio do Nursing Activities Score (NAS); para maiores
detalhes, veja-se por exemplo, Tsukamoto (2010). Os dados foram coletados das evolugoes

e prescricoes de enfermagem e das condigoes de cada paciente, registradas nos impressos
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que compoem seu prontuario. Foram identificados n = 97 pacientes classificados como
ADE, no periodo de 06 de maio a 21 de julho e 15 a 31 de agosto de 2009. Nesse caso, a
variavel em estudo é denominado de NAS.

Na Tabela 12, podem ser vistas as EMVs (e os correspondentes erros-padrao
que estao entre parénteses) dos parametros e os valores das estatisticas de alguns modelos,
Weibull geométrica (WG) e Weibull. Os resultados da Tabela 12 indicam que o modelo
GGG tem os menores valores de AIC, BIC e CAIC entre os modelos ajustados. Pode,

portanto, ser escolhido como o modelo mais adequado.

Tabela 12 - EMVs dos parametros dos modelos GGG, WG e Weibull para os dados de NAS,
correspondentes erros-padrao (entre parénteses) e valores das estatisticas AIC,

BIC e CAIC

Modelo a T k P AIC CAIC BIC
GGG | 10,2657  1,7458 22,8115 0,9354 | 621,7 622,1 632,0
(2,6030)  (0,4926) (8,2342) (0,1894)

WG | 76,7127 15,2970 1 0,9984 | 6251 6253 6328
(16,0186) (1,3081)  (-)  (0,0053)
Weibull | 53,9774  7,5264 1 - 658,1 6582 663,3

(0,7748)  (0,5172) () i

O TRV para testar a hipotese Hy: k =1 versus Hy: Hj é falso, isto é, para
comparar os modelos GGG e WG, ¢é dado por w = 2{—306, 85 — (—309,55)} = 5,4 (valor
p=0,0201), o que indica que o modelo GGG é mais adequado do que o modelo WG.

Além disso, as funcoes de sobrevivéncia e densidade de probabilidade esti-
madas para os diferentes modelos aos dados de NAS sao representadas graficamente na
Figura 21. Dessa figura, observa-se que para as diferentes distribuicoes ajustadas aos
dados de NAS a distribuicao GGG apresenta um ajuste mais adequado se comparado aos
outros modelos probabilisticos.

Considerando agora uma analise bayesiana, foram adotadas as seguintes
distribuigoes a priori pouco informativas: a ~ I'(0,01;0,01), 7 ~ I'(0,01;0,01), k& ~
I'(0,01;0,01) e p ~ Be(0,5;0,5).

Dessa forma, foram geradas duas cadeias paralelas e independentes com

tamanho 40.000 para cada parametro usando o algoritmo de Metropolis-Hasting, descon-
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Figura 21 - (a) Densidades estimadas dos modelos para os dados de NAS. (b) Estimativas da
funcao de sobrevivéncia segundo Kaplan-Meier e segundo os modelos GGG, WG

e Weibull para os dados de NAS

siderando as primeiras 4.000 iteragdes para eliminar o efeito dos valores iniciais. Além
disso, considerou-se espacamento de tamanho 10, para evitar problemas de correlagao,
obtendo-se uma amostra de tamanho 3.600. Para monitorar a convergéncia das amostras
foi usado o fator de reduciio da escala R, desenvolvido por Gelman e Rubin (1992). A
Tabela 13 apresenta os sumarios a posteriori para os parametros do modelo GGG, além

de mostrar os valores do fator de reducao da escala.

Tabela 13 - Sumaério a posteriori dos parametros do modelo GGG para os dados de NAS

Parametro | Moda  Desvio padrao HPD (95%) R
a 10,2673 0, 3364 (9,6551; 10,8970)  1,0075
T 1,7447 0,2700 (1,2270;2,2753)  0,9996
k 22,7799 0,3284 (22,1717;23,4679) 1,0008
D 0, 9388 0,0651 (0,7738;1,9975)  1,0019

Nota-se, que os valores de R estao préximos de 1, indicando a convergéncia
das cadeias. Pode-se observar que o valores para a moda a posteriori (Tabela 13) sao

similares aos valores obtidos para o modelo GGG apresentados na Tabela 12. Além
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Figura 22 - Densidades marginais a posteriori para os parametros do modelo GGG para os

dados de NAS

disso, a Figura 22 apresenta as densidades marginais a posteriori aproximadas pelo his-
tograma, considerando as 3.600 observacoes amostrais geradas. As densidades marginais
apresentadas por meio da Figura 22 sugerem que a distribuicao a posteriori apresenta

uma tendéncia a simetria para boa parte dos parametros.
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6 CONSIDERACOES FINAIS

6.1 Conclusoes

Seguindo as ideias de Cordeiro e Castro (2011) e de Adamidis e Loukas
(1998), foram propostas duas novas distribuigoes de probabilidade, as distribui¢oes Ku-
maraswamy gama generalizada (KumGG) e gama generalizada geométrica (GGG), res-
pectivamente. As novas distribuicoes sao modelos importantes para a analise de dados de
sobrevivéncia por causa da ampla utilizagdo da distribuicdo gama generalizada (GG) e
pelo fato de que a generalizacao em vigor unifica algumas distribuicoes conhecidas, dando
maior flexibilidade ao ajuste, envolvendo situacoes mais complexas com dados reais. As
distribuicoes propostas sao versateis para modelar a fungao risco nas formas crescente, de-
crescente, unimodal e forma de U. As fungoes densidade de probabilidade da distribuicao
KumGG e GGG foram expressas como uma combinacao linear de fungoes densidade de
probabilidade da distribuicao GG. Calcularam-se os momentos, a funcao geradora de
momentos, os desvios médios, a confiabilidade e a funcao densidade de probabilidade
da estatistica de ordem para as distribuicdes propostas. As estimativas dos parametros
sao abordadas por dois métodos diferentes: o de maxima verossimilhanca e o bayesiano.
Obteve-se a matriz de informacao observada para ambas as distribuigoes. A utilidade
das novas distribuicoes sao ilustradas na andlise de conjuntos de dados reais, usando as
estatisticas AIC, BIC, CAIC e o teste da razao de verossimilhanca, mostrando assim que
essas distribuicoes proporcionam um ajuste mais adequado do que outros sub-modelos.

Além disso, foi proposta uma forma estendida para a distribuicao Ku-
maraswamy gama generalizada, baseada na distribuicao gama generalizada proposta
por Stacy e Mihram (1965). A nova distribuicdo Kumaraswamy gama generalizada
(KumGGE), acomoda os quatro tipos da fungao risco, ou seja, forma crescente, decres-
cente, unimodal e forma de U. A nova distribuicao é um modelo importante para a
analise de dados de sobrevivéncia pelo fato de possuir como sub-modelos as distribuicoes
usuais em andlise de sobrevivéncia e as disttribuicoes inversas, como, por exemplo, a
distribuicao Weibull inversa, gama inversa, Rayligh inversa, entre outras. A fungao den-
sidade de probabilidade KumGGE foi expressa como uma combinacao linear de funcoes
densidade de probabilidade GG (STACY; MIHRAM, 1965). Calcularam-se os momen-

tos, a funcao geradora de momentos, os desvios médios, a confiabilidade e a densidade
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da estatistica de ordem para a distribuicao proposta. Foi introduzida a distribuicao log-
Kumaraswamy gama generalizada estendida (LKumGGE). Calcularam-se os momentos
da nova distribuicao. Foi desenvolvido o modelo de regressao LKumGGE, que é muito
util para a anélise de dados censurados. A estimativa dos parametros é abordada por dois
métodos diferentes: o de méaxima verossimilhanca e o bayesiano. A utilidade do modelo
de regressao foi ilustrada na analise de um conjunto de dados reais, usando as estatisticas
AIC, BIC, CAIC e o teste da razao de verossimilhanca, mostrando assim que o modelo
de regressao LKumGGE proporciona um ajuste mais adequado quando comparado com

seus sub-modelos.

6.2 Pesquisas futuras

Dando continuidade a esta pesquisa, pretende-se desenvolver uma analise
de diagnéstico (influéncia local e andlise de residuo) para o modelo de regressao log-
Kumaraswamy gama generalizada estendida.

Outra pesquisa consistira na proposi¢ao de um método de estimagao para
os parametros da distribuicao gama generalizada geométrica, para dados com observagoes
censuradas, além de apresentar um modelo de regressao para a distribuicao gama gener-
alizada geométrica. Também pode ser introduzida uma anélise de diagnéstico (influéncia

local e residuos) para esse novo modelo de regressao.
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APENDICE A

Q|

Uma expansao para 7 [k,( )T] Al para todo A > 0, um ntmero real e nao-

inteiro, pode ser escrita como:

] o B S0 ) b b QT

que sempre converge para 0 < 7 [k‘, (é)T] < 1. Por isso,

QTSSO

Substituindo » 2%, S o por o, > jem obtém-se:

e (5] =S Eer (0 )]

m=0 j=m
Entao,
I\7 A—1 00 t\7 m
" [k: (a) } =3 s {k (a) ] | (105)
m=0
em que,
o .
- A—=1\/j
_ +
s = Y -0 (M ) (7)) (106)
j=m
Usando agora uma expansao em série para a relagao da fungdo gama incompleta
dada por:

T Tk o0 T q
t 1 t t 1
k, | — =—— |- — | - —_— 107
(@) - () S0 e on
Pela aplicacao de uma equagao na secao 0.314 de Gradshteyn e Ryzhik (2000)
para séries de poténcias elevadas a poténcias, obtém-se para qualquer inteiro positivo m,

S, (4] =S () (o

q=0
em que os coeficientes ¢, 4 (para ¢ = 1,2, ---) satisfazem a relacdo de recorréncia

q

Cm,q = (qao)il Z(mr —q+ T’) Qr Cm,q—r, (109)
r=1

em que ¢y = af’ e ag = (=1)7[(k + q)g!] 1. O coeficiente c,, , pode ser calculado a partir de
Cq,05- - -1 Cq,d—1, também pode ser escrito explicitamente em funcao das quantidades ao, ..., a4
usando software algébricos como Maple e Mathematica. Aqui, ¢y = k7™, ¢y = —m[(k +
DE™ Y7 o = m2(k + 2)K™ 17 4+ m(m — 1)[2(k + 1)2k™72] 71, etc. Além disso, usando a
equacgao (108), tem-se:

O B ()

q=0

em que os coeficientes ¢, 4 sao obtidos pela equagdo (109).
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APENDICE B

Apés a diferenciacao de (44), os elementos da matriz de informacao observada
J(0) para os parametros (a, T, k, A, ¢) sao:

rrk (1 —71) T
awl(l) = —5 — i~ 5 isi | =1+ ——— Ak uw)[—k +w]+ v
Jonl®) = 7 =TT S G S (1 s sk ) )

+/\T(90042_1) quipi <—1 + wli{ah'(_k + u; — vis;) — Aviyi(k, “i)]2}>

el

7;0 Z ViPi (—1 + w%{wi(—k +ui — visi) — Avi[yi(k, Ui)]2}> )

ieF
Jar®) = =" 2 Yl og(u] — S vis (14 28 (b ulh ) - v )
i€l i€l >
+)\(<Pa—1) Z VD <1 + bi(?i) {wi(k — u; + vip;) + Avg[n (k, uz)]2}>
ieF

+= Z Vip; ( log " i) {wi(k — u; +vip;) + )\Uz‘[%(k,uz‘)]z}> 7

zGC

Jar(®) = =TT {bg(uz) 1<giui)]+AT<i— DS

el

(—wk) + - (ealog(un) + si[-0 R (k) + a}) + DB i) + qin)

+)\?T<P prz' (-d)(k) + ul}z (wi{log(ui) + si[—p (k)i (k, ui) + ¢i]})

iceC

+ {Awipi[=Y (k)71 (k, wi) + qi]} ) ;

Jar(0) = —— Z k ” (@a_ 2 > vipi (1 + Ab; {“" + hl(k’ui)]AD
2€F 2 er
S (Lot e},
icc

A\ — )\ —
= — iDis  Jrp(0) = —— ipi | i)s
- ;Zlvp 0(0) T;:lvp og(u;)

r 1 v;s;i[log(u;)]
Jer(0) = —5 - > ugflog(uq)]® + = Z e ) 1 (K, ui) (k= i) — vi]
1EF ieF
AMe—1 v;pillog(u;)]?
X = ) > | Wi( ) {wil(k — u;) + visi] + Avgya (k, wi)]*}
el
Ag 5 OB 0 )+ i)+ o . )2,

e’
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1 1 gi Ap—1)
Jx(0) = - ;log(ui) + - iEZFvisi log(u;) [log(ui) — ik, uz)] — .
5wl {0+ 10gu) + [0 + L = 1 (il
)\QO iPi LOg\U; — oglu; — gi — i U;
_7 ;,UZPZI g( z){ ¢(k) +1 g( z) + |: 1#(1?) + 71<k7ui)] [/\ 1 +)\p171<k7 z)]}7
Ja(0) = Zl;’llo,f ;‘Z S vipilog(u) (1 + Mbsl1 + (kw0
i) ieF
- Z vipi log(ui) {1 + Abjwi[1 + piyi(k, ug)l},
ieC
L . (Bku)))?
Jkk(e) - )\ﬂ) ZGZF z{ s z ’Yl(kaui) }
_ . w / Mo(k) | v)nk,u) | @] Me—1)
A 1);1%71 ) {w () + Y1 (K, ui) [ wj wz” I'(k)
1) |- w gi [ (K, wi)
;pz ( F(k, wi)]), + { (A —1) [ Y(k)y (k,ug) + %(k,ui)} - » })
e , Y M(k) [ vk)nkuw) @l Ae
el 1)2;1)271(/%, ? {w () + Y1 (K, ui) [ wj * wz” I'(k)
1) |- w qi [k, wi) ]k
S (~om itk e+ {1 [~wmteu + ]y TR,
Jn(0) = —rip(k Z —1—7“1/1 B)( = 1) pima (kyus) (14 Abg) — (9 — 1)
i€l
Z:pzqZ L4 Ab;) + (k) (n —r—1) pryl(k,ui)(l + Ab;) — @Zpiqi(l + Ab;),
i€F ieC ieC
Tre(0) = (k)Y pivi(kyws) + Ap(k)(n —r = 1) Y pini(kywi) = XD pidi,
ieF ieC =1
I (0) —— —(p—-1) Zb 1 (k, u;)] log ~v1(k, u;)] ngb ~v1(k, u;)] log[’yl(k:,ui)],
i€l e’
D (0) = =3 bk u)], Jpu(8) = — 5,
i1
em que
(k, ug)] Z n' J(uik+n—1,1), [k u)ly = (nl!)nj(ui,k: +n—1,2),

n=0
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Y'(.) é a derivada da funcao digama, u;, g;, wi, Vi, Si, Di, ¢; € b; sdo definidos na se¢ao 3.3. A
funcao J(.,.,.) pode ser calculada a partir da integral dada por Prudnikov et al. (1986, vol 1,

secao 2.6.3, integral 1)

J(a,p,1) = /0“ 2P log(z)dr = TESIE [(p+1)log(a) — 1].

a P+l
Hap2) = [ o og(@)ts = 2= (0 Dlog@)2 = (0 D log(a)] -
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APENDICE C

Apés a diferenciacao de (72), os elementos da matriz de informacao observada

L(8) para os parametros do modelo sio:

La,o =

U —
ol Z {—2[1 — exp(qzi)] + qzi exp(qz;) 12 exp(qzi — w;)
i€F
— _ 2 21 2 g1 o
ot %) (= 2+ zemplazn | - )wz S . (qfl)wg L,

-1

exp(-wnawl ™ ) (A= 14 A0 = bt w0 {1 - bl '}
9 -1

— —_ —_ _27
+w! ' ziexp(gz — wi) (g7 w;)] 1)} - # > wi T laiexp(gz — wi)
ieC

(w1 = bt w0} (1= {1 = bt 2w ) { —2- g

g 2%-1
(g% — 1)z exp(qz; ){q P14z + %exp(—wi)[%(q‘z,wi)]_l [A — 1=

(2w {1 = bt 2w} (o= 140 {1 - bata 2w}

(1= {1 et }) )|}

- qil, > Wl exp(gz —wi)m (a2, wi)]_l{l + (1= @)mlg 2 w)!
icF

ol'(q7?)
- [w(q-z,wz-)]*}‘l L a g ) (14 G P {1 - G P} )

Zw 1 exp(qzi — wi)[y1(¢7 2, wi) ]! {1 - [’Yl(q_z,wi)])\}cp_l

-1

1- [71(61‘27%)?}1) — Aoy (g™2, w)]* {1 - [71((1‘%%)?}

1- {1 - [Vl(quv’wi)]A}@)_l }7

{
(1—{1—m< Q,wm}‘p)’ {1 Atogi (a2, w0] (14 (1= (a2 )
{
(

)‘q_l ‘172flz-ex 2 — W -2 W; A-1 — -2 (I A ! — )\q_l
) ieZFwi iexp(gzi — wi) (g% wy)] {1 g wi)] } oT(q2)
3wt eplaz — )b (o~ w1 - a2

ieC

(- {1t w}) {1 + ¢<zog {1 2w} + {1 - (g 2w}

(1= {1t “’i)]k}w)il > }
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—1
q q ~—2_ - -
2 > a1+ qz) explgz) — 1] - (g D) Y " wigw! " zexplgz) (g w)] !
i€EF

iEF

{-1ea(ira-ome P i-ma e} )|[-1-a a2 - e
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—2_ —2_
ziexp(qzi) — qz (exp(—wz') +q (g = Dw! eXp(qzz-)) + ﬁw? 'z
9 1 q ! ¢ 2-1 2 At
exp(gzi = 2wi)lnla? w)] ™! | - gyl aewlen —w) {1 nla? w) )

2

e A I e < > gl

I'(g
explgz — w)ln (g% w)l ™ {1 - (g 2w} (1—{1—[ o))

{ 1+ ¢<1 +{1-tta 2w} (1-{1- hl(q#wim}w)_l ) }

—5 - 03 {ogna Q,w»]}%(q—?,wnﬁ{lfm(q—%war}’l

g el el —w>m<q—2,wz->r1{1+<1—so)[mq—?,wm
{1 —[nle 2’wi)]x}—1 <1+log[v1(q—2’wi)>} (g2 Zx]w L exp(gzi — wi)
Y- (- wi>JA}“”)_1 {1+
{1- 2w} " (1- {14
1072 w;

P

(a2 w) P {1 = e wi))?
A
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logln (q2 w)] [1 A (% )]

{1-m@ 2w} (1-{1-p



27 — —
Lo = =23 3 it explez) -~ y 2w explaz —w)bn (g v
i€EF

g 2-1

{( —q+q! exp(qzz‘){ (g% — Dw; ' + ?(q 3 exp(—w;) [y (g2, w)] L + 1})
< 1+ )\{1 + (1= @) (a 2w {1 - [Vl(q—{wi)p}*l }) ~ FA(Z_;)w?—zl
(1 + e, w)?

_ 1 .
1-— [’71((1_2,11)@)])‘} ' )} /\goq Zw [ TisWwy exp(qzi — wi)['yl(q_Q,wi)]A_l

exp(gzs — wi) (a2 w) {1 = e~ wi) |

-1

gl ez — i) (a2 w) {1 = (a7 w) )

p—1

Zaf w! " exp(qz —W)[’h(q”’wi)]kl{l— [Wl(q*Z,wz‘)]A}
(1 - {1 -t 2w )" {1 og {1 - e wp)

o1 {1 bt} (1 {1 - G2} ) 7 |

em que, z; = (y; — %} B)/0 e w; = ¢ 2 exp(qz;).
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APENDICE D

Apés a diferenciacao de (102), os elementos da matriz de informagao observada
J(0) para os parametros (a, 7, k,p) sado

Jon(6) — ntk 1—7' Z + QTP Zu exp(—u;)gi | —(1 + 7k) + Tu;
—I—ﬁui exp(—ui)gz},
nk 1 W —
JaT(O) = + Zuz 1 + 1Og(uz)} + m Zul exp(*ui)gi{l + log(ui) [1 — U
i=1
puz
(k) eXP(*Uz’)gi] }»
Jar(8) = —”Of+a2{j,';) > uf exp(—ui)gi (= (k) + log(us) — pgi = (k) (k, us) +wi),
i=1
JOCP(G) = a2T Zu exp uz)gz(l +pgz%)
puy
Jrr(0) = —— —— Zu, [log (u;)? Zu [log(u;)]* exp(—u;)g; [k: u; — T(k) exp(ul)gl},
(@) = 2 los(u) = s 3 logluai{ () + og(us) — bbb ) + )
i=1
Tl0) = g Sk loauo) exp(—u)ai(1 + o).
i=1
Js(8) = ik +2p{zgz B (k. ) + () g ([0 () + )1+

n

—py1(k, wi)]}) — Z Fﬁ:) <—¢(/€)[7(/€7 ui)lk + gi{ [F(k, wi) ek (1 + pgi) — pI'(k)w;

(—o k) (ks w) +wil}) },

n

Tep(0) = > (9 — pgias) 20 (k)m (K, ui) — 2w,

i=1

n n
Jpp(0) = —W—2Z—giq12,
i=1
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em que
ok, )], = i Y ek +n—1,1), [k )], = i CY" ikt n—1,2)
P)/ y Y )k T —~ Tl' (3] I ) P)/ y Y ) lkk T - n| (3 ) 9

Y'(.) é a derivada da fungao digama, u;, g;, w; e ¢; segdo 5.3. A fungao J(.,.,.) pode ser calculada
a partir da integral dada por Prudnikov et al. (1986, vol 1, segao 2.6.3, integral 1)

(p+1)?

J(a,p,1) = /Oa P log(z)dx = [(p+1)log(a) —1].

J(a,p,2) = /Oa 2P log?(z)dx = W{Q — (p+1)log(a)[2 — (p+1)log(a)]}.
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