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RESUMO

Uma revisão sobre o uso analítico de dados provenientes de amostras com estruturas
complexas

Neste trabalho foi realizada uma revisão bibliográfica acerca dasmetodologias encontradas
na literatura de como são aplicados os métodos para o uso analítico de dados provenientes de
pesquisas que envolvem esquemas amostrais complexos. Objetivou-se mostrar e discutir alguns
estudos que avaliam o impacto de ignorar o plano amostral na análise dos dados. Foi feito também
um levantamento de artigos com o objetivo de fazer um estudo de trabalhos publicados em
jornais, revistas ou periódicos, cujos assuntos abordados tratam da incorporação da estrutura
complexa da amostra na análise. Essa revisão evidenciou que os métodos clássicos de análise, ou
seja, aqueles que supõem que os dados provém de uma amostragem aleatória simples, podem
levar a resultados incorretos produzindo conclusões errôneas ou equivocadas quando os dados
provém de esquemas amostrais complexos.

Palavras-chave: Amostragem; Análise de regressão; Tabelas de contingência
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ABSTRACT

A review about the analytic use of data from complex structures

This work was carried out a literature review about the methodologies found in the
literature of how the methods for data analytical use from research involving complex sampling
schemes are applied. It was aimed to show and discuss some studies that assess the impact of
ignoring the sampling scheme in the data analysis. It was also made a survey of articles in order
to make a study of works published in newspapers, magazines or periodicals, which addressed
issues dealing with the incorporation of the complex structure of the sample in the analysis. This
review shown that the classical methods of analysis, i.e. those who assume that the data comes
from a simple random sampling can lead to incorrect results producing quite erroneous and
misleading conclusions when the data come from complex sample schemes.

Keywords: Sampling; Regression analysis; Contingency tables
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1 INTRODUÇÃO

Pesquisas por amostragem são comumente utilizadas em diversas áreas como agricultura,
economia, educação, política, saúde dentre outras. Organizações governamentais nacionais e
internacionais e agências privadas coletam informações por meio dessas pesquisas para avaliar
a eficácia de medicamentos no tratamento de doenças, a relação entre incidência de doenças e
fatores de risco, a intenção de votos durante o período eleitoral, entre outros interesses.

Segundo Scheaffer et al. (2011), o objetivo de pesquisas por amostragem é fazer inferências
sobre a população a partir de informações contidas em uma amostra selecionada dentro desta
população. A grande vantagem em utilizá-las é que, quando realizadas com um plano amostral
representativo, ou seja, quando a amostra selecionada tem as mesmas propriedades que a
população de interesse, elas podem fornecer informações importantes para problemas práticos
com boa precisão.

Diante da dificuldade de avaliar se um plano amostral é representativo sem conhecer
todas as informações populacionais de interesse, é preferível trabalhar com o conceito de plano
amostral probabilístico, que envolve procedimentos em que cada possível amostra tem uma
probabilidade conhecida de ocorrer. Särndal, Swensson e Wretman (2003) definem amostragem
probabilística como uma abordagem para a seleção de amostras que satisfaz:

i) Pode-se definir um conjunto S(U) = {s1, s2, . . . , sM} de todas as amostras que são possíveis
de obter com o processo de amostragem;

ii) Uma probabilidade conhecida de seleção p(s) está associada a cada amostra possível s;

iii) Cada elemento da população tem uma probabilidade diferente de zero de ser selecionado;

iv) A amostra é selecionada por um mecanismo aleatório de forma que cada possível amostra s
recebe exatamente a probabilidade p(s);

O diagrama a seguir, encontrado em Bolfarine e Bussab (2005), resume os critérios
propostos por Kish (1965) para classificar amostras probabilísticas. Usando, por exemplo, as
primeiras opções de cada critério tem-se o caso mais simples de amostragem probabilística que
ocorre quando cada unidade elementar é sorteada com igual probabilidade, individualmente,
sem estratificação, e um único estágio e seleção aleatória. Neste caso, diz-se que a amostra foi
sorteada por Amostragem Aleatória Simples.
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Probabilidade de seleção
da unidade amostral

tt ))
Igual Distinta

Unidade amostral

tt ))
Uma unidade de

resposta (elementar)
Elementos

(conglomerados)

Divisão em estratos

ss **
Não estratificada Estratificada

Número de estágios

tt **
Um único Mais de um

Seleção das unidades

tt **
Aleatória Sistemática

Segundo Bolfarine e Bussab (2005), o sorteio das unidades com igual probabilidade é
apenas uma estratégia que facilita bastante o desenvolvimento das propriedades matemáticas
associadas ao plano, mas às vezes é conveniente sortear as unidade com probabilidades desiguais.
Neste último caso, e se ainda não for feita reposição, os modelos de análise tornam-se bastante
difíceis de serem derivados.

Um plano amostral com probabilidades desiguais de seleção amplamente utilizado é
Amostragem Aleatória Estratificada que consiste, segundodefinição de Bolfarine e Bussab
(2005), na divisão de uma população em grupos (estratos) segundo alguma(s) característica(s)
conhecida(s) na população sob estudo, e de cada um desses estratos são selecionadas amostras em
proporções convenientes. A grande vantagem em utilizar este método é o aumento da eficiência
e precisão das estimativas, e a desvantagem é que para isso ocorrer é necessário conhecer os
resultados de uma pesquisa anterior com informações das características que se deseja pesquisar
na população de interesse.

Quando essas informações sobre a população estão desatualizadas ou não estão dispo-
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níveis, a amostragem pode ser facilitada dividindo a população em alguns grupos, chamados
de conglomerados, segundo algum critério conveniente. Geralmente, os conglomerados são
escolhidos como regiões geográficas. Este tipo de plano amostral com probabilidades de se-
leção desiguais, denominada Amostragem Aleatória por Conglomerados, consiste na divisão
da população em conglomerados e no sorteio de alguns desses conglomerados para a mostra.
Posteriormente, dentro de cada conglomerado escolhido, pode ser feita a coleta das informa-
ções desejadas em todas as unidades da população ou pode ser realizado um novo sorteio
para determinar as unidades da população pertencentes aos conglomerados que responderão à
pesquisa.

A análise de dados provenientes de pesquisas por amostragem que incorpora níveis
de complexidade como os descritos anteriormente - estratificação, conglomeração (em um ou
mais níveis), probabilidades desiguais de seleção - é denominada análise de dados amostrais
complexos. Em sua maioria, estes dados são utilizados para análises descritivas como, por
exemplo, o cálculo de médias, totais, taxas, razões, proporções populacionais etc, nas quais são
devidamente considerados os pesos distintos das observações e o esquema amostral usado na
pesquisa.

Porém, como explicam Pessoa e Silva (1998), outras vezes sua utilização é feita para
fins analíticos, envolvendo a construção de modelos, quando o objetivo é extrair conclusões
aplicáveis também a populações distintas daquela da qual se extraiu a amostra. Neste caso, é
comum empregar, sem grandes preocupações, abordagens clássicas de análise utilizando pacotes
computacionais estatísticos padrões disponíveis para a seleção e ajuste de modelos.

Contudo, o grande problema desta abordagem é o fato de que normalmente esses dados,
como dito anteriormente, provém de pesquisas amostrais complexas. Por este motivo, não é
aconselhável utilizar os procedimentos clássicos de análise disponíveis nesses pacotes, pois seu
uso se faz sob condições que não refletem a complexidade envolvida nas pesquisas amostrais de
populações finitas. Vale lembrar que, em geral, estes pacotes tratam os dados como se fossem
observações independentes e identicamente distribuídas, isto é, ignoram o método de seleção da
amostra.

De acordo com Silva, Pessoa e Lila (2002), as estimativas pontuais de medidas descritivas
da população são influenciadas pelos pesos distintos das observações. Já as estimativas de
variância e desvio padrão, ou seja, medidas de precisão dos estimadores, e as estimativas
de parâmetros para ajustes de alguns tipos de modelos são influenciadas pela estratificação,
conglomeração e ponderação. Quando esses aspectos são ignorados, as técnicas e sistemas de
análise comuns podem produzir resultados errôneos tanto para as estimativas pontuais como para
os respectivos desvios padrões e níveis de significância, o que pode comprometer a qualidade do
ajuste de modelos e a interpretação dos resultados obtidos.

O objetivo deste trabalho é apresentar uma revisão bibliográfica das metodologias
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encontradas na literatura, especialmente de Skinner, Holt e Smith (1989), Silva (1996) e Lehtonen
e Pahkinen (2004), de como são aplicados os métodos para o uso analítico de dados provenientes
de pesquisas com esquemas amostrais complexos. Objetiva-se também, mostrar e discutir sobre
alguns estudos que avaliam o impacto de ignorar o plano amostral na análise dos dados.

Primeiramente, é feita uma revisão bibliográfica dos principais planos amostrais, dando
ênfase no cálculo dos pesos de cada elemento contido na amostra. Aqui, os desenhos amostrais
são tratados separadamente, mas no caso das grandes pesquisas, inclusive as que serão tratadas e
discutidas ao longo desse trabalho, é comum encontrar combinações de esquemas complexos,
tornando ainda mais complicado o desenho amostral.

Depois, é abordado o conceito de Efeito do Plano Amostral, que permite avaliar o impacto
de ignorar a estrutura complexa do desenho amostral sobre a estimativa da variância de um
estimador durante o planejamento da pesquisa. Outro conceito abordado é o de Efeito do Plano
Amostral Ampliado, proposto por Skinner, Holt e Smith (1989), que também permite avaliar o
impacto de ignorar a estrutura complexa do desenho amostral sobre a estimativa da variância de
um estimador, porém, no estágio da análise dos dados.

Também é abordado o método da Máxima Pseudo-Verossimilhança, que é um dos
métodos usados para incorporar os pesos e o plano amostral na estimativa de parâmetros de
modelos de regressão e na estimativa da variância desses parâmetros. Essa metodologia é aplicada
para a obtenção de estimativas em modelos de regressão linear normal e regressão logística.
Posteriormente, é abordado a análise de dados complexos em tabelas de uma e duas entradas
mostrando como testes de homogeneidade e independência, por exemplo, podem ser modificados
a fim de corrigir as estatísticas de teste.

Posteriormente, são discutidos alguns dos principais e mais relevantes artigos encontrados
nessa área de pesquisa na opinião da autora do presente trabalho. O objetivo é mostrar, segundo
o trabalho de alguns autores, o impacto que a pressuposição de que os elementos contidos numa
amostra proveniente de um plano amostral complexo são independentes pode trazer.

Por fim, são feitas algumas considerações e sintetizadas algumas conclusões sobre a
revisão e as metodologias mostradas para incorporar o esquema amostral na análise analítica dos
dados.
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2 REVISÃO BIBLIOGRÁFICA

2.1 Planos Amostrais

De acordo com Scheaffer et al. (2011), amostragem probabilística é a base fundamental
para toda pesquisa de opinião de grande porte.O princípio básico é que, selecionada aleatoriamente,
uma pequena amostra ou porcentagem de uma população pode representar suas atitudes, opiniões
ou projetar o comportamento de todas as pessoas, se for selecionada corretamente.

O método mais simples para a seleção de uma amostra é a Amostragem Aleatória Simples
(AAS), porém, em muitos casos, a estrutura populacional não permite o uso deste método
de seleção. Em outras palavras, a estimação dos parâmetros fica comprometida, produzindo
resultados e conclusões errôneas sobre a população. Assim, nesses casos, é conveniente o uso de
outros métodos de seleção de amostras.

Nesta seção, serão mostrados alguns dos principais planos amostrais utilizados para a
seleção de uma amostra representativa da população. Em cada plano, serão abordados alguns
dos tópicos teóricos mais importantes para o desenvolvimento deste trabalho. Uma teoria mais
detalhada, bem como um estudo mais profundo do conteúdo, podem ser encontrados em:
Bellhouse (1988), que fala sobre a história da amostragem; Cochran (1977), Hansen, Hurwitz e
Madow (1953), Kish (1965) e Murthy et al. (1967), que abordam a amostragem de forma teórica;
FAO (1989), Hendricks (1956) e Sukhatme (1957), que tratam da amostragem na agricultura,
floresta e pesca; Thompson (1992), que tratam da amostragem na geologia e biologia; Deming
(1960), que aborda a amostragem no contexto dos negócios; e Fienberg e Tanur (1983), Moser,
Kalton et al. (1971), Sudman (1976), que mostram o uso da amostragem em sociologia.

2.1.1 Amostragem Aleatória Simples

Considerando, primeiramente, um sistema de referências completo descrevendo cada
unidade elementar, ou seja, um universo bem listado da forma

U = {1, 2, . . . , N},

a Amostragem Aleatória Simples é o processo de amostragem probabilística em que as combina-
ções de n diferentes elementos, dos N que compõem a população, possuem igual probabilidade
de estar na amostra sorteada (COCHRAN, 1977).

Além disso, a amostragem aleatória simples pode ser feita com reposição, caso em que
cada elemento da população pode entrar mais do que uma vez na amostra, denotada por AASc,
ou sem reposição, caso em que cada elemento da população só pode entrar uma vez na amostra,
denotada por AASs.
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2.1.1.1 Amostragem Aleatória Simples com Reposição

Seguindo a notação de Bolfarine e Bussab (2005), sejam fi(s) a variável que indica o
número de vezes, ou seja, a frequência que a i-ésima unidade populacional aparece na amostra
s, πi a probabilidade de o i-ésimo elemento de U pertencer à amostra e πij a probabilidade do
i-ésimo e do j-ésimo elementos de U pertencerem simultâneamente à amostra.

Para o plano amostral AASc, a variável fi tem distribuição binomial (MORETTIN;
BUSSAB, 2004) com parêmetros n e p = 1/N , denotada por

fi ∼ B

(
n;

1

N

)

de modo que

E[fi] = np =
n

N
,

V ar[fi] = np(1− p) =
n

N

(
1− 1

N

)
,

πi = P (fi 6= 0) = 1− P (fi = 0) = 1−
(
n

0

)(
1− 1

N

)n
= 1−

(
1− 1

N

)n
,

e

πij = P (fi 6= 0 ∩ fj 6= 0)

= 1− P (fi = 0 ∪ fj = 0)

= 1− [P (fi = 0) + P (fj = 0)− P (fi = 0 ∩ fj = 0)]

= 1−
[(

1− 1

N

)n
+

(
1− 1

N

)n
−
(

1− 2

N

)n]

= 1− 2

(
1− 1

N

)n
+

(
1− 2

N

)n
.

2.1.1.2 Amostragem Aleatória Simples sem Reposição

Para o plano amostral AASs, a variável fi segue a distribuição de Bernoulli (MORETTIN;
BUSSAB, 2004) com probabilidade de sucesso p = n/N , denotada por

fi ∼ Bernoulli
( n
N

)

satisfazendo

P (fi = 1) =
n

N
e P (fi = 0) = 1− n

N

de modo que

E[fi] = p =
n

N
,
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V ar[fi] = p(1− p) =
n

N

(
1− n

N

)
,

πi = P (fi 6= 0) = 1− P (fi = 0)

= 1−
(

1

0

)(
1− n

N

)0 (
1− n

N

)1

= 1−
(

1− n

N

)

=
n

N
e

πij = P (fi 6= 0 ∩ fj 6= 0)

= 1− P (fi = 0 ∪ fj = 0)

= 1− [P (fi = 0) + P (fj = 0)− P (fi = 0 ∩ fj = 0)]

=
n

N

n− 1

N − 1
.

2.1.2 Amostragem Estratificada

Quando é possível identificar subpopulações que variam muito entre si no que diz respeito
a variável em estudo, mas que variam pouco dentro de si, uma amostra estratificada pode fornecer
resultados mais precisos do que uma AAS extraída da população. De acordo com Murthy et
al. (1967), um dos principais motivos para o uso da estratificação é o fato de que ela pode
proporcionar um aumento significativo de precisão nas estimativas dos parâmetros populacionais
e o resultado será mais eficaz quanto maior for a habilidade do pesquisador em identificar estratos
homogêneos.

Sendo assim, este método consiste em dividir a população em grupos relativamente
homogêneos e mutuamente exclusivos, chamados estratos, e em selecionar amostras aleatórias
simples e independentes dentro de cada estrato. Para cada amostra, usam-se estimadores
convenientes para os parâmetros do estrato. Posteriormente, usa-se para a população um
estimador combinando os estimadores de cada estrato.

Se o número de elementos de cada amostra for proporcional ao tamanho do estrato, as
observações podem ser misturadas para se obter os resultados globais. Se, no entanto, todas
as amostras tiverem o mesmo número de elementos, os resultados de cada estrato tem que ser
ponderados pela proporção desse estrato na população.

Em termos de notação, e seguindo a que foi proposta por Bolfarine e Bussab (2005),
considere novamente uma população bem descrita por um sistema de referência

U = {1, 2, . . . , N}

de tal forma que exista uma partição U1,. . ., UH de U tal que

U =
H⋃

h=1

Uh e Uh
⋂
Uh′ = ∅
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para h 6= h′ = 1, . . . , H , e que cada subconjunto Uh, bem determinado, é identificado por duplas
ordenadas, do seguinte modo:

Uh = {(h, 1), (h, 2), . . . , (h,Nh)}.

em que H é o número de estratos e Nh é o número de elementos dentro de cada estrato.

Assim, o universo todo pode ser escrito por

U = {(1, 1), . . . , (1, N1), . . . , (h, 1), . . . , (h, i), . . . , (h,Nh), . . . , (H, 1), . . . , (H,NH)}

de modo a facilitar a identificação do estrato e do elemento dentro dele.

Agora, sejam Nh e h como definidos acima e nh o tamanho da amostra selecionada
dentro do estrato h. Se o método de seleção usado para retirar as amostras dos estratos for a
amostragem aleatória simples, então a probabilidade de inclusão da unidade i do estrato h e a
probabilidade das unidades i e j na amostra são dadas, respectivamente, por

πih = 1−
(

1− 1

Nh

)n

h

, i = 1, . . . , Nh

e

πijh = 1− 2

(
1− 1

Nh

)n

h

+

(
1− 2

Nh

)n

h

, i, j ∈ {1, . . . , Nh}

no caso da amostragem aleatória simples com reposição, e por

πih =
nh
Nh

, i = 1, . . . , Nh

e

πijh =
nh
Nh

nh − 1

Nh − 1
, i 6= j ∈ {1, . . . , Nh}

no caso da amostragem aleatória simples sem reposição.

Exemplos de pesquisas utilizando este tipo de planejamento amostral incluem Benedetti
et al. (2008), Garcia (1986), Netto e Sanquetta (1994) e Tavares et al. (2007).

2.1.3 Amostragem por Conglomerados

Os dois planos amostrais vistos anteriormente sorteavam unidades elementares direta-
mente da população ou de estratos dessa mesma população. Porém, em algumas situações o
sistema de referência não possui uma estrutura que permite o uso desses planos. Nestes casos, é
conveniente tomar como unidade elementar grupos, chamados de conglomerados.

Hansen, Hurwitz e Madow (1953) definem Amostragem por Conglomerados como um
plano amostral em que: (a) os elementos populacionais a serem amostrados são agrupados
dentro de conglomerados, de tal forma que cada elemento populacional está associado a um, e
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somente um, conglomerado; (b) no planejamento amostral, os conglomerados, que passam a ser
as unidades amostrais, são selecionados por Amostragem Aleatória Simples.

Uma das inconveniências para o uso da amostragem de conglomerados prende-se ao fato
de que as unidades, dentro de um mesmo conglomerado, tendem a ter valores parecidos em
relação às variáveis que estão sendo pesquisadas, e isso torna estes planos menos eficientes, pois
um bom conglomerado deve ser uma micro representação do universo, ou seja, ter todo tipo de
participante e não do mesmo tipo. Segundo Kish (1965), se a amostragem de conglomerados for
comparada com a amostragem de elementos de mesmo tamanho, notar-se-á que na primeira: (1)
o custo por elemento é menor; (2) a variância é maior; (3) o custo e os problemas com as análises
estatísticas são maiores.

Dado que a eficiência de um conglomerado depende do grau de similaridade de seus
elementos, faz sentido o uso de uma medida que indique esse grau de eficiência. Na literatura
existem várias propostas para tais medidas, sendo que a mais comum entre elas é o coeficiente
de correlação intraclasse, que pode assumir valores entre 1 (caso de homogeneidade máxima
dentro dos conglomerados) e 1/(1−B), em que B é o tamanho do conglomerado, caso todos
eles tenham tamanho iguais (BOLFARINE; BUSSAB, 2005).

De acordo com Bolfarine e Bussab (2005), quando o coeficiente de correlação intraclasse
for alto, isto é, quando os conglomerados são homogêneos, torna-se menos recomendável o
uso da amostragem por conglomerados completos, ou seja, a coleta de todas as suas unidades.
Dado que as unidades são parecidas, pode-se dizer que elas trarão o mesmo tipo de informação,
aumentando a variação amostral. Logo, uma alternativa para elevar a eficiência, sem aumentar o
tamanho amostral, é sub sortear elementos dos conglomerados selecionados. Procedendo dessa
forma, tem-se uma amostragem em dois estágios: no primeiro é feito o sorteio dos conglomerados,
unidades primárias, e no segundo o sorteio dos elementos.

Numa amostragem por conglomerados em dois estágios, por exemplo, pode ocorrer que
a seleção das unidades amostrais no primeiro estágio ocorra por amostragem aleatória simples
com reposição e no segundo estágio sem reposição, ou outras combinações possíveis. Assim,
a probabilidade de inclusão da unidade i na amostra dependerá de como foram realizadas as
seleções dentro de cada estágio.

Exemplos de pesquisas utilizando este tipo de planejamento amostral incluem Barata et
al. (2005), Sousa e Silva (2003), Filho et al. (2001) e Cordeiro (2001).

2.2 Efeitos do Plano Amostral

2.2.1 Efeito do Plano Amostral (EPA) de Kish

O impacto ao se fazer estimativas pontuais e construir intervalos de confiança para essas
estimativas, por exemplo, pode ser muito grande quando não incorporamos o esquema amostral
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na análise. Neste contexto, Kish (1965) propôs uma medida chamada Efeito do Plano Amostral
(EPA) para medir o efeito do planejamento amostral sobre a variância de um estimador no estágio
de planejamento da pesquisa.

O EPA de Kish é uma razão entre variâncias de um estimador calculadas para dois
planos amostrais diferentes para os quais pretende-se fazer a comparação de ganhos ou perdas de
precisão. Na maioria das vezes, o plano amostral de referência é a AAS. Sendo assim, o EPA de
Kish para um estimador θ̂ é definido como:

EPAKish(θ̂) =
VV ERD(θ̂)

VAAS(θ̂)

em que VV ERD(θ̂) é a variância do estimador θ̂ calculada baseada no plano amostral complexo
(verdadeiro) e VAAS(θ̂) é a variância do estimador θ̂ calculada baseada em uma Amostragem
Aleatória Simples.

O cálculo do EPA de Kish é usado para planejar pesquisas amostrais pois permite
comparar e antecipar o impacto do uso de alguns esquemas amostrais alternativos sobre a precisão
de estimadores de várias variáveis relevantes à pesquisa.

2.2.2 Efeito do Plano Amostral Ampliado

O cálculo do EPA de Kish tem pouca utilidade para estudos analíticos, pois seu uso se dá
no estágio de planejamento da pesquisa. Logo, uma vez que a amostra já está selecionada, não
faz sentido comparar a eficiência do plano amostral utilizado com outro.

Para resolver este problema, uma nova abordagem foi proposta por Skinner, Holt e Smith
(1989), que tem por finalidade avaliar a tendência de um estimador consistente da variância
de θ̂, calculado sob hipótese de que as observações são independentes (ou equivalentemente
provenientes de uma AASc), subestimar ou superestimar a variância verdadeira do estimador
pontual.

Esta medida é chamada de Efeito do Plano Amostral Ampliado e é definida por:

EPA(θ̂, v0) =
VV ERD(θ̂)

EV ERD(v0)
(2.1)

em que v0 = V̂IID(θ̂) é um estimador consistente da variância de θ̂ assumindo a hipótese de
que as observações são independentes e identicamente distribuídas, VV ERD(θ̂) é a variância do
estimador sobre o plano amostral utilizado e EV ERD(v0) é a esperança do estimador consistente
sob o plano amostral utilizado. Quanto mais afastado de 1 for o valor de EPA(θ̂, v0), mais
incorreta será considerada a especificação do plano amostral ou do modelo.

Segundo Pessoa e Silva (1998), são esperadas, em geral, as seguintes consequências
sobre o EPA ao ignorar o plano amostral efetivamente adotado e admitir que a seleção da amostra
foi AAS:
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i) Ignorar os pesos em v0 pode inflacionar o EPA;

ii) Ignorar conglomeração em v0 pode inflacionar o EPA;

iii) Ignorar estratificação em v0 pode reduzir o EPA;

Com o objetivo de ilustrar a diferença entre EPAKish(θ̂) e EPA(θ̂, v0), Skinner, Holt
e Smith (1989) consideraram uma população com conglomerados de tamanho 2 (exemplos de
população com essa estrutura são pares de irmão gêmeos, casais e observações emparelhadas da
aplicação de um tratamento).

Suponha que uma variável de pesquisa y medida nesses pares de unidades tem média θ,
variância σ2 e correlação intraclasse ρ. Além disso, suponha também que um conglomerado é
selecionado aleatoriamente e são anotados os valores de y1 e y2 das duas unidades dentro do
conglomerado.

Então, temos:

E(yi) = θ, V (yi) = σ2 e CORR(y1, y2) = ρ, i = 1, 2.

Aqui, o objetivo é verificar o impacto de ignorar a conglomeração da estrutura dos dados.
Sendo assim, considere, primeiramente, um estimador não viciado para a média θ. Este estimador
é dado por

θ̂ =
y1 + y2

2

e, baseado na falsa suposição de que o plano amostral seja AAS, tem variância

V ar(θ̂) =
σ2

2

com um estimador não viciado dado por

V̂ (θ̂) =
(y1 − y2)2

4
= v0.

Porém, a variância verdadeira (considerando a conglomeração do plano amostral) de θ̂ é

VV ERD(θ̂) =
σ2(1 + ρ)

2

e o valor esperado do estimador de variância v0 sob o plano conglomerado é

EV ERD(v0) =
σ2(1− ρ)

2
.

Assim, tem-se que

EPAkish =
σ2(1+ρ)

2
σ2

2

= 1 + ρ
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e

EPA(θ̂, v0) =
σ2(1+ρ)

2
σ2(1−ρ)

2

=
1 + ρ

1− ρ.

Se, por exemplo, ρ = 0, 8, então EPAkish = 1, 8, mostrando que a verdadeira variância
de θ̂ é 80% maior do que teria sido de o plano amostral AAS fosse usado, ou seja, o efeito da
especificação incorreta do plano amostral pode ser grande e trazer consequências graves.

Neste exemplo, foi usado como parâmetro a média estimada θ̂. Porém, outra abordagem
é considerar como parâmetros as estimativas dos coeficientes de um modelo.

Cunha, Araújo e Lima (2015) realizaram um estudo cujo objetivo foi verificar que fatores
são mais relevantes para explicar o desemprego e a inatividade de jovens entre 16 e 29 anos
de idade no Brasil metropolitano. Para isso, ajustaram um modelo de logitos generalizados
considerando as três categorias em que o jovem poderia se encontrar: inativo, ativo e empregado e
ativo e desempregado. Os dados utilizados são da Pesquisa Nacional por Amostra de Domicílios
(PNAD) de 2007, cuja caracteristíca é incorporar todos os aspectos que definem um plano
amostral complexo: estratificação das unidades de amostragem, conglomeração (seleção da
amostra em vários estágios, com unidades compostas de amostragem) e probabilidades desiguais
de seleção em um ou mais estágios.

As características individuais que podem afetar as probabilidades de desemprego e
inatividade, consideradas neste estudo, foram idade, raça, gênero, escolaridade, experiência,
renda familiar e condição do indivíduo na família.

A Tabela 2.1 apresenta a distribuição dos jovens conforme a situação ocupacional e a
Tabela 2.2 mostra as estimativas dos coeficiêntes do modelo e do efeito do plano amostral. A
categoria utilizada como base nesse ajuste foi a de empregados.

Tabela 2.1 – Distribuição de frequência relativa dos jovens por situação ocupacional

Situação ocupacional Número de jovens Frequência relativa

Inativo 8.930 0,26
Empregado 20.609 0,60

Desempregado 4,809 0,14
Total 34.348 1,00

Fonte: Cunha, Araújo e Lima (2015)

As estimativas do efeito do plano amostral EPAKish e EPA(θ̂, v0) indicaram que
sua correta especificação foi fundamental para a obtenção de estimativas robustas e não
viciadas. No caso da variável Renda, por exemplo, EPA(θ̂, v0) = 3, 0234, indicando que a
estimativa da variância do estimador da variável Renda baseada na hipótese IID superestimou em
aproximadamente 200% a verdadeira estimativa da variância. Enquanto isso, para essa mesma
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Tabela 2.2 – Estimativas dos coeficientes dos logitos relacionados às categorias inatividade e desemprego

Inatividade Desemprego
Coeficiente EPAKish EPA(θ̂, v0) Coeficiente EPAKish EPA(θ̂, v0)

Intercepto 13,7050 1,5199 1,5145 4,2676 1,3602 1,3478
Homem -0,4986 1,5277 1,3846 -0,2718 1,4903 1,4885
Raça 0,0005 1,4920 1,4319 -0,1018 1,4638 1,4279
Idade -1,1804 1,5104 1,5249 -0,5158 1,3575 1,3501
Idade2 0,0291 1,4978 1,5485 0,0146 1,3595 1,3732

Estudante 0,6530 1,5390 1,3614 0,1363 1,5233 1,5079
Escolaridade -0,1331 1,3183 1,4122 0,0960 1,2980 1,5574
Escolaridade2 -0,0015 1,3239 1,4317 -0,0077 1,3037 1,5207
Experiência -0,4837 1,4985 2,7154 -0,3408 1,3734 2,0550

Filho -0,0065 1,3126 1,4074 0,2398 1,3984 1,4996
Cônjuge 0,9836 1,3641 1,5933 0,4816 1,3954 1,5607
Outros -0,0244 1,2102 1,2468 0,2050 1,3602 1,4730
Renda 0,0000 1,2846 1,5733 -0,0008 1,6442 3,0234

Fonte: Cunha, Araújo e Lima (2015)

variável, EPAKish = 1, 6442, expressando o efeito que o uso de um plano amostral diferente
de AASc tem na variância do estimador, ou ainda o erro que se comete ao usar um estimador
“ingênuo” da variância do estimador sob um plano amostral diferente de AASc.

2.2.3 Efeito Multivariado de Plano Amostral

Nas sessões anteriores, θ̂ diz respeito ao estimador de um parâmetro univariado. Conside-
rando, agora, θ̂ o estimador do vetor de p parâmetros θ = (θ1, . . . , θp) e V 0 um estimador da
matriz (p× p) de covariância de θ̂ baseado na suposição de que as observações são IID, pode-se
definir uma generalização da equação (2.1), denominado Efeito Multivariado do Plano Amostral
de θ̂ e V 0, por (SKINNER; HOLT; SMITH, 1989):

EMPA(θ̂,V 0) = D = EV ERD(V 0)
−1V V ERD(θ̂)

em que EV ERD(V 0) é o valor esperado de V 0 e V V ERD(θ̂) é a matriz de covariância de θ̂,
ambas calculadas com respeito à distribuição de aleatorização induzida pelo plano amostral
efetivamente utilizado.

Os autovalores λ1 ≥ . . . ≥ λp de D são chamados de efeitos generalizados do plano
amostral e terão grande importância na teoria apresentada na Sessão 2.4.

2.2.4 Estimação de Variâncias

Numa pesquisa por amostragem é inerente a existência de um erro amostral pelo fato de
estar analisando apenas parte da população do estudo. Assim, é recomendável que se calcule,
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além das estimativas dos parâmetros de interesse, uma medida de precisão dessas estimativas.
Logo, a estimação de variâncias tem suma importância na abordagem inferencial adotada, pois se
não houver estimativas de variâncias, não há como obter uma indicação da precisão (e portanto,
da qualidade) das estimativas de interesse.

A estimação de variâncias é amplamente tratada nos livros de amostragem, porém, um
detalhe é que geralmente são estimadores de variância de estimadores de totais, de médias,
de proporções etc, isto é, quando os estimadores são lineares nas observações amostrais, não
viciados e todas as probabilidades de inclusão conjuntas são não nulas. Entretanto, para alguns
planos amostrais utilizados na prática, as probabilidades de inclusão conjuntas podem ser nulas,
caso da amostragem sistemática, ou difíceis de calcular, caso de alguns esquemas de seleção
com probabilidades desiguais. Além disso, em outros casos, os parâmetros de interesse são
não-lineares como, por exemplo, coeficientes de regressão, fazendo com que as estatísticas usadas
para estimar tais parâmetros também sejam não-lineares. Assim, é necessário o emprego de
técnicas especiais para a estimação de VV ERD(θ̂) em (2.1), por exemplo.

Duas dessas técnicas são o Método do Conglomerado Primário, o qual é largamente
utilizado para estimação de variância de estimativas provenientes de amostras com planos
amostrais complexos, e o Método de Linearização de Taylor, que é empregado para obter
estimativas aproximadas de variância para estimadores não-lineares de quantidades populacionais
de interesse.

2.2.4.1 Método do Conglomerado Primário

De acordo com Lila (2002), o termo Conglomerado Primário, proposto por Hansen,
Hurwitz e Madow (1953), é utilizado para representar o conjunto de unidades incluídas na
amostra contidas em uma mesma unidade primária de amostragem. A definição de conglomerado
primário torna-se útil quando são empregados planos amostrais com vários estágios de seleção.

A ideia central deste método é considerar apenas a variação entre informações disponíveis
ao nível das unidades primárias de amostragem (UPAs), isto é, ao nível dos conglomerados
primários e admitir que estes teriam sido selecionados com reposição da população. Embora
algumas vezes a seleção das UPAs seja feita sem reposição, devido ao fato de ser mais eficiente
que em planos com reposição de igual tamanho, o estimador de conglomerados primários pode
fornecer uma aproximação razoável da correspondente variância de aleatorização.

Pessoa e Silva (1998) explicam que essa é uma ideia simples, entretanto muito poderosa,
pois permite acomodar uma grande variedade de planos amostrais, envolvendo estratificação e
seleção com probabilidades desiguais tanto das unidades primárias como das demais unidades de
amostragem. Os requisitos fundamentais para a aplicação deste método é que estejam disponíveis
estimadores não viciados dos totais da variável de interesse para cada um dos conglomerados
primários selecionados, e que pelo menos dois destes sejam selecionados em cada estrato (se a



31

amostra for estratificada no primeiro estágio).

De acordo comHansen, Hurwitz eMadow (1953), esta abordagem fornece uma estimativa
consistente da variância para amostras que possuem duas ou mais unidades de primeiro estágio
selecionadas em cada estrato.

Considere um plano amostral em vários estágios, no qual nh unidades primárias são
selecionadas no estrato h, h = 1, 2, . . . , H . Denotando por πhi a probabilidade de inclusão na
amostra da unidade primária de amostragem (conglomerado primário) i do estrato h, e por Ŷhi um
estimador não viciado do total Yhi da variável de pesquisa y no i-ésimo conglomerado primário
do estrato h. Usando o Método do Conglomerado Primário, segue que um estimador não viciado

do total Y =
H∑

h=1

Nh∑

i=1

Yhi da variável de pesquisa y na população é dado por

ŶCP =
H∑

h=1

nh∑

i=1

Ŷhi
πhi

e um estimador não viciado da variância de aleatorização correspondente por

V̂p(ŶCP ) =
H∑

h=1

nh
nh − 1

nh∑

i=1

(
Ŷhi
πhi
− Ŷh
nh

)2

em que o índice p se refere ao operador de variância referente à distribuição de probabilidades

p(s) induzida pelo planejamento amostral, e Ŷh =

nh∑

i=1

Ŷhi
πhi

para h = 1, 2, . . . , H .

2.2.4.2 Método da Linearização de Taylor

Em pesquisas por amostragem, deseja-se, em algumas ocasiões, utilizar estimadores não-
lineares para estimar certas quantidades de interesse. Razões, diferenças de razões, coeficientes
de correlação e coeficientes de regressão são exemplos comuns de parâmetros que requerem
emprego de estimadores não-lineares. Porém, expressões exatas para as variâncias de estimadores
amostrais destas quantidades são difíceis de obter, além de não existirem estimadores exatamente
não-tendenciosos de variância.

O Método da Linearização de Taylor é um método baseado na expansão em séries
de Taylor (GUIDORIZZI, 1995) frequentemente usado para a estimação da variância de um
estimador não-linear, cujo objetivo é definir uma estatística linearizada e aproximar a variância
da estatística amostral de interesse pela variância da estatística linearizada sob o plano amostral
adotado. Além disso, este método combinado com o Método do Conglomerado Primário permite
a estimação da variância de estimadores não-lineares desde que estes possam ser escritos como
função de estimadores não-viciados de totais populacionais.

Para apresentar o método, considere o vetor Y =
N∑

i=1

yi de totais das r variáveis da

pesquisa na população, a partir de uma amostra observada s. Um estimador para o total Y
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é o estimador π-ponderado, devido a Horvitz e Thompson (1952), dado por (SÄRNDAL;
SWENSSON; WRETMAN, 2003), que pode ser escrito como

Ŷπ =
∑

i∈s

yi
πi
,

e sua variância de aleatorização é dada por

Vp(Ŷπ) =
∑

i∈U

∑

j∈U
(πij − πiπj)

yiy
′
j

πiπj
,

com estimador dado por

V̂p(Ŷπ) =
∑

i∈s

∑

j∈s

(πij − πiπj)
πij

yiy
′
j

πiπj
.

Agora, considere um vetor de parâmetros θ = (θ1, . . . , θk) escrito da forma θ = g(Y).
Um estimador para θ poderia ser dado por

θ̂ = g(Ŷπ) = g

(∑

i∈s

yi
πi

)
.

Em notação matricial, θ e θ̂ podem ser escritos como

θ = AY e θ̂ = AŶπ

respectivamente, em que A é uma matriz (k × r) de constantes. Este estimador é não-viciado e
tem variância

Vp(θ̂) = AVp(Ŷπ)A′. (2.2)

Porém, quando g é não-linear, a ideia é considerar a expansão de g(Ŷπ) em torno de Y

até o termo de primeira ordem desprezando o resto, dada por

θ̂ ' θ̂LT = g(Y) + ∆g(Y)(Ŷπ −Y), (2.3)

em que ∆g(Y) é a matriz Jacobiana k × r cuja c-ésima coluna é
∂g(Y)

∂Yc
, para c = 1, . . . , r

(MASSAGO, 2010).

Tomando as variâncias de aleatorização dos dois lados em (2.3) e notando que no lado
direito o único termo que tem variância de aleatorização ∆g(Y)(Ŷπ −Y) é uma função linear
de Ŷπ, segue que (PESSOA; SILVA, 1998)

Vp(θ̂) ' ∆g(Y)Vp(Ŷπ)∆g(Y)′

e

V̂p(θ̂) = ∆g(Ŷ)V̂p(Ŷπ)∆g(Ŷ)′.
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Uma das vantagens da aplicação deste método é que se as derivadas parciais são
conhecidas, a linearização quase sempre fornece uma estimativa de variância que pode ser
aplicada em todos os tipos de planos amostrais. Já as desvantagens devem-se ao fato de que
algumas vezes os cálculos podem ser muito trabalhosos e o método pode ser complicado quando
for aplicado a funções complexas. Além disso, nem todos os tipos de estatísticas podem ser
expressos como funções de totais populacionais.

Mais detalhes sobre este método, bem como vários outros utilizados para estimar
variâncias em pesquisas amostrais complexas, podem ser encontrados em Wolter (1985) e Korn e
Graubard (2011).

2.3 Modelos de Regressão Incorporando o Esquema Amostral

Diante do exposto anteriormente, fica claro que há medidas para avaliar o impacto do
plano amostral antes ou depois da coleta de dados. Porém, essas medidas não solucionam o
problema de como incorporar o desenho amostral utilizado nas inferências analíticas. Uma
maneira de contornar esse problema seria incorporar informações populacionais auxiliares na
modelagem. Duarte (1999) explica que essas informações auxiliares podem ser incorporadas de
duas maneiras no ajuste do modelo linear.

Sejam zi = (zi1, . . . , zip)
′ um vetor de variáveis explicativas com p elementos, yi =

(yi1, . . . , yir)
′ um vetor de variáveis dependentes com r elementos e xi um vetor que contém q

variáveis auxiliares para o elemento i da amostra, i ∈ {1, . . . , N}. Além disso, considere Yi, Zi
e Xi como sendo as variáveis aleatórias que geram yi, zi e xi, respectivamente.

A primeira maneira de incorporar informações auxiliares no modelo é a Abordagem
Desagregada que incorpora as variáveis auxiliares diretamente, especificando-se um modelo
supondo que a esperança condicional de Yi dadas as variáveis explicativas Zi e as variáveis
auxiliares Xi é da forma

Eξ(Yi|Zi = zi, Xi = xi) = β0 + z′iβ + x′iη. (2.4)

A segunda maneira é a chamada Abordagem Agregada, na qual especifica-se um modelo
supondo que a esperança condicional de Yi dadas as variáveis explicativas Zi é da forma

Eξ(Yi|Zi = zi) = β0 + z′iβ. (2.5)

Neste caso, as variáveis auxiliares são usadas na estimação dos parâmetros e não incorporadas
diretamente no modelo. Silva (1996) faz algumas considerações sobre a abordagem (2.4) e
algumas de suas dificuldades.

Dentro da abordagem (2.5) ainda existem dois tipos de inferência: a descritiva e a analítica.
Na inferência descritiva, o interesse é estimar algum parâmetro que seja uma função conhecida de
valores relacionados às N unidades da população, e pode ser subdividida em outras duas frentes.
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A primeira é a abordagem clássica, que baseia-se exclusivamente na distribuição amostral, sendo
que a única relação existente entre as unidades amostrais e as de fora da amostra é a existência de
uma probabilidade positiva de que todas as observações pertençam à amostra.

A segunda é baseada numa teoria que emprega um modelo estocástico para representar
a estrutura da população e as inferências são feitas baseadas na distribuição de probabilidades
especificada ou baseada no modelo. Um problema encontrado nessa abordagem, estudada por
Fuller (1975), é o fato de que as inferências são feitas baseadas no modelo, não levando em conta
o desenho amostral da pesquisa.

Na inferência analítica, de acordo com Duarte (1999), o parâmetro a ser estimado não
é função dos valores de todas as unidades populacionais, logo não é fácil formular uma teoria
satisfatória empregando apenas a distribuição baseada no desenho amostral. Precisa-se de uma
hipótese que relacione a população finita com o parâmetro analítico de interesse. Geralmente,
assume-se que os valores da população finita correspondem a uma amostra aleatória de uma
superpopulação (infinita). Assim, como o tamanho N dessa população finita é, na maioria das
vezes, muito grande, um estimador da população finita baseado nosN valores seria bem próximo
do parâmetro desconhecido da superpopulação. Logo, considera-se o estimador da população
finita como um parâmetro da população finita que poderá ser estimado usando a distribuição
baseada no desenho amostral.

Em outras palavras, como explica Ravines (2003), o processo de inferência estatística
a partir de uma amostra compreende um conjunto de princípios e procedimentos que podem
envolver, por exemplo, o conhecimento de algum processo aleatório que possa ter gerado o
verdadeiro valor desconhecido da característica de interesse, y, para cada unidade da população.
Esse processo é representado por um modelo que é utilizado como base para a realização de
inferências. Esta abordagem é denominada Modelos de Superpopulação.

O termo superpopulação refere-se, então, aomodelo f(y|z,θ) que especifica a distribuição
conjunta dos valores da variável de interesse y na população, isto é, a distribuição conjunta de
y = (y1, y2, . . . , yN). A inferência analítica em dados amostrais refere-se à inferência sobre o
vetor de parâmetros θ do modelo de superpopulação. Autores que utilizaram a abordagem de
modelos de superpopulação incluem Brewer (1963), Godambe (1955), Isaki (1970), Madow e
Madow (1944) e Yates et al. (1960).

Aqui, será tratado o problema de como fazer inferências analíticas com dados de
pesquisas que envolvem esquemas amostrais complexos. Mais precisamente, mostra como
estruturas complexas, como estratificação, conglomeração e probabilidades desiguais de seleção
podem “entrar” no ajuste de um modelo de regressão.

A abordagem que será utilizada no presente trabalho para incorporar essa estrutura
no modelo de regressão é a abordagem agregada, através do método de Máxima Pseudo-
Verossimilhança (Binder (1983); Godambe e Thompson (1986)). Outros métodos disponíveis
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na literatura para fazer inferências analíticas com dados de amostras complexas são Inferência
Bayesiana (Little (2003)), Método de Verossimilhança da Amostra (Krieger e Pfeffermann
(1992); Krieger e Pfeffermann (1997); Pfeffermann, Krieger e Rinott (1998a)) e Método de
Verossimilhança com Informação Completa (Breckling et al. (1994)).

2.3.1 Método da Máxima Verossimilhança

O Método da Máxima Verossimilhança (MMV) foi introduzido por Ronald A. Fisher em
1912. O forte apelo intuitivo, sua aplicabilidade em muitos casos e a existência de propriedades
desejáveis para os estimadores resultantes do método são razões para o seu amplo uso dentre os
métodos de estimação.

Sejam X1, X2, . . . , Xn variáveis aleatórias com função densidade de probabilidade
f(xi,θ), em que θ ∈ Θ é um vetor de parâmetros desconhecidos de interesse. A função de
verossimilhança é definida por (SAHOO, 2013)

L(θ) =
n∏

i=1

f(xi,θ).

A ideia deste método é “olhar” para f(xi,θ) não mais como função da amostra, mas
sim como função do vetor de parâmetros desconhecidos θ, considerando a amostra observada
x1, x2, . . . , xn fixa. Essa função passa a ser chamada de função de verossimilhança. O Método
da Máxima Verossimilhança procura estabelecer o valor mais provável para θ que resultou nas
observações x1, x2, . . . , xn.

Seja L(θ) a função de verossimilhança para as variáveis aleatórias X1, X2, . . . , Xn. Se
θ̂ = φ(x1, x2, . . . , xn) é um valor de θ, emΘ, que maximizaL(θ), então Θ̂ = φ(X1, X2, . . . , Xn)

é o estimador de máxima verossimilhança de θ e θ̂ é a estimativa de máxima verossimilhança de
θ para a amostra x1, x2, . . . , xn (NOJOSA, 2006).

A verossimilhança expressa a plausibilidade para diferentes valores de θ e informa a
preferência por um dentre diversos valores possíveis para o parâmetro. O valor que resulta na
maior verossimilhança é denominado estimativa de máxima verossimilhança.

Muitas funções de verossimilhança satisfazem condições de regularidade que permitem
obter o respectivo máximo por derivação. Nestes casos, a estimativa de máxima verossimilhança
resulta de

∂L(θ; x)

∂θ
= 0. (2.6)

A derivação dos produtórios em (2.6) torna trabalhosa a obtenção do máximo para
L(θ). Para contornar essa dificuldade, usa-se a função logarítmica que é uma função monótona
e crescente, logo L(θ) e l(θ) = logL(θ), que é denominada função de log-verossimilhança,
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tem seus máximos para o mesmo valor de θ. Assim, pode-se obter o estimador de máxima
verossimilhança de θ através da equação

∂l(θ)

∂θ
=

n∑

i=1

ui(θ) = 0, (2.7)

em que

ui(θ) =
∂log[f(xi,θ)]

∂θ

é o vetor dos escores da unidade i da amostra. A função escore, denotada por u(θ) é definida
como a primeira derivada da função de log-verossimilhança com respeito a θ, isto é,

u(θ) =
∂log[f(x,θ)]

∂θ
.

A variância assintótica de θ̂ é dada por

V (θ̂) = [I(θ)−1]

e um estimador consistente dessa variância é

V̂ (θ̂) = [I(θ̂)−1],

em que

I(θ) =
n∑

i=1

∂ui(θ)

∂θ

é denomidada função de informação, e

I(θ̂) = I(θ)

∣∣∣∣
θ=ˆθ

.

A estimação detalhada de parâmetros emmodelos paramétricos bem como outros métodos
de estimação e suas propriedades também é tratada em Casella e Berger (2002), Garthwaite,
Jolliffe e Jones (2002), Mood (1950) e Hoel et al. (1954).

2.3.2 Método de Máxima Pseudo-Verossimilhança

Suponha que os vetores observados yi das variáveis de pesquisa do elemento i são gerados
por vetores aleatórios Yi, para i ∈ U , em que U = {1, . . . , N} é o conjunto de rótulos dos
elementos da população. Além disso, suponha também que Y1, . . . ,YN são vetores aleatórios
independentes e identicamente distribuídos com função densidade de probabilidade comum
f(y;θ) tal que

f(y1, . . . ,yN ;θ) =
∏

i∈U
f(yi;θ)
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em que θ ∈ Θ é um vetor (k × 1) de parâmetros desconhecidos.

Se todos os elementos da população finita U fossem conhecidos, a função de verossimi-
lhança e de log-verossimilhança populacionais seriam dadas,respectivamente, por

LU =
∏

i∈U
f(yi;θ)

e

lU =
∑

i∈U
log[f(yi;θ)].

Igualando-se as derivadas parciais de lU em relação a cada componente de θ a zero,
temos as equações de verossimilhança populacionais

∑

i∈U
ui(θ) = 0

em que

ui(θ) =
∂log[f(yi,θ)]

∂θ

é o vetor (k × 1) dos escores do elemento i ∈ U .

A solução θU deste sistema é o estimador de máxima verossimilhança de θ no caso de um
censo, mas θU também pode ser interpretado como uma quantidade desconhecida da população
finita para a qual se pretende fazer inferências com base em informações da amostra. Sob algumas
condições de regularidade, que são satisfeitas, por exemplo, pelos modelos lineares generalizados
usuais (COX; HINKLEY, 1979), tem-se que θU − θ = 0. Como em pesquisas por amostragem o
tamanho populacional é geralmente grande, um bom estimador para θU também será bom para θ.

Seja T =
∑

i∈U
ui(θ) a soma dos vetores de escores da população, que é um vetor

de totais populacionais. Para estimar este vetor de totais, pode-se usar um estimador linear
ponderado da forma T̂ =

∑

i∈s
wiui(θ), em que wi são pesos definidos apropriadamente. Binder

(1983) propôs uma abordagem para obter um estimador para θU resolvendo o sistema de
equações obtido igualando o estimador T̂ do total T a zero. Este estimador, chamado de
estimador de máxima pseudo-verossimilhança, denotado por θ̂MPV , é a solução das equações de
pseudo-verossimilhança dadas por

T̂(θ̂MPV ) =
∑

i∈s
wiui(θ̂MPV ) = 0. (2.8)

Através da linearização de Taylor pode-se obter a variância assintótica, sob o plano amostral, do
estimador θ̂MPV e seu estimador correspondente, dados respectivamente por

Vp(θ̂MPV ) ' [I(θU)]−1Vp

[∑

i∈s
wiui(θU)

]
[I(θU)]−1 (2.9)
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e

V̂p(θ̂MPV ) ' [I(θ̂MPV )]−1V̂p

[∑

i∈s
wiui(θ̂MPV )

]
[I(θ̂MPV )]−1 (2.10)

em que

I(θU) =
∂T (θ)

∂θ

∣∣∣∣
θ=θU

=
∑

i∈U

∂ui(θ)

∂θ

∣∣∣∣
θ=θU

, (2.11)

I(θ̂MPV ) =
∂T̂ (θ)

∂θ

∣∣∣∣
θ=ˆθMPV

=
∑

i∈U

∂ui(θ)

∂θ

∣∣∣∣
θ=ˆθMPV

,

Vp

[∑

i∈s
wiui(θU)

]

é a matriz de variância do estimador do total populacional dos escores e

V̂p

[∑

i∈s
wiui(θ̂MPV )

]

é um estimador consistente para esta variância.

Uma quantidade vasta de modelos paramétricos podem ser ajustados (variando-se os
planos amostrais e usando estimadores de totais diferentes) pelo método de máxima pseudo-
verossimilhança satisfeitas algumas condições de regularidades discutidas em Binder (1983),
como, por exemplo, tamanho da amostra grande e estimadores de totais de funções das variáveis
de pesquisa baseados no desenho, assintoticamente não viciados e normalmente distribuídos.
Além disso, os estimadores de máxima pseudo-verossimilhança não são únicos, pois existem
diversas maneiras de se definir os pesos wi.

Os pesos mais utilizados, por sua simplicidade, são os do estimador de Horwitz-Thompson
para totais, dados pelo inverso da probabilidade de inclusão do indivíduo i ∈ s, ou seja,wi = π−1i .
Neste caso, o estimador de totais dado em (2.8) ficaria da forma:

T̂(θ̂π) =
∑

i∈s
π−1i ui(θ̂π) = 0.

Analogamente, a variância assintótica de θ̂π sob o plano amostral e seu estimador são
obtidos substituindo wi pelos pesos π−1i em (2.9) e (2.10):

Vp(θ̂π) ' [I(θU)]−1Vp

[∑

i∈s
π−1i ui(θU)

]
[I(θU)]−1

e

V̂ (θ̂π) ' [I(θ̂π)]−1V̂π

[∑

i∈s
π−1i ui(θ̂π)

]
[I(θ̂π)]−1
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em que I(θU) é dado em (2.11),

Vp

[∑

i∈s
π−1i ui(θU)

]
=
∑

i∈U

∑

j∈U

πij − πiπj
πiπj

[ui(θU)] [uj(θU)]′ ,

I(θ̂π) =
∑

i∈s
π−1i

∂ui(θ)

∂θ
|
θ=ˆθπ

,

e

V̂π

[∑

i∈s
π−1i ui(θπ)

]
=
∑

i∈s

∑

j∈s

πij − πiπj
πiπj

[ui(θπ)] [uj(θπ)]′ .

Em suma, os passos de um procedimento padrão para ajustar um modelo paramétrico
regular f(y;θ) pelo método da máxima pseudo-verossimilhança pode ser dados por:

i. Resolver
∑

i∈s
π−1i ui(θ̂π) = 0 e calcular o estimador pontual θ̂π do parâmetro θ no modelo

f(y;θ).

ii. Calcular a matriz de variância estimada V̂ (θ̂π) ' [I(θ̂π)]−1V̂π

[∑

i∈s
π−1i ui(θ̂π)

]
[I(θ̂π)]−1.

iii. Usar θ̂π e V̂ (θ̂π) para calcular regiões ou intervalos de confiança e/ou estatísticas de teste
baseadas na distribuição normal e utilizá-las para fazer inferência sobre os componentes
de θ.

Silva (1996) e Duarte (1999) discutem vantagens e desvantagens do método de máxima
pseudo-verossimilhança. Uma das vantagens é que este método proporciona estimativas baseadas
no plano amostral para a variância assintótica dos estimadores dos parâmetros, as quais são
razoavelmente simples de calcular. Além disso, mesmo quando o estimador pontual de θ
coincide com o estimador usual de máxima verossimilhança, a estimativa da variância obtida
pelo procedimento de máxima pseudo-verossimilhança é diferente e pode ser preferível aos
estimadores usuais da variância baseados no modelo, que ignoram o plano amostral.

Dentre as desvantagens está o fato de que este procedimento requer conhecimento
de informações detalhadas sobre os elementos da amostra, tais como pertinência a estratos e
conglomerados ou unidades primárias de amostragem, e suas probabilidades de inclusão ou pesos.
Um outro problema é o fato de que os métodos usuais de diagnóstico de ajuste de modelos, tais
como gráficos de resíduos, e outros procedimentos da inferência clássica, como testes estatísticos
de razão de verossimilhanças, não podem ser utilizados, embora hajam recursos alternativos para
diagnóstico que consideram os efeitos dos diferentes aspectos do desenho amostral complexo
empregado (Eltinge (1999); Korn e Graubard (2011)).
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2.3.3 Ajuste de Modelos de Regressão

A teoria exposta anteriormente será estendida à classe de modelos de regressão linear
normal e logístico, e está detalhada em Silva (1996) e Pessoa e Silva (1998).

2.3.3.1 Regressão Linear Normal

Sendo y = Zβ + ε um modelo de regressão com o objetivo de explicar os valores
de uma variável de interesse y através da matriz de p variáveis explicativas Z (por exemplo,
Shaper e Pocock (1985) ajustaram um modelo de regressão utilizando dados da National Health
and Nutrition Examination Survey (MCDOWELL, 1981) considerando pressão arterial como
variável resposta e níveis de chumbo no sangue, idade e outras variáveis de saúde como variáveis
regressoras), para cada observação i está associado um valor yi e um vetor xi = (xi1, . . . , xip)

′.

Sejam Yi e Xi as notações para a variável e o vetor aleatório que geram yi e xi,
respectivamente, em que (Yi,Xi)

′, i ∈ U , são vetores aleatórios e identicamente distribuídos de
modo que

f(yi|xi,β, σ2) =
1

(2πσ2)
1
2

exp

[
−(yi − x′iβ)2

2σ2

]
(2.12)

em que β = (β1, . . . , βp)
′ e σ2 são parâmetros desconhecidos do modelo.

As funções escores para β e σ2 são dadas por:

uiβ
(β, σ2) =

∂log[f(yi|xi,β, σ2)]

∂β
=

xi(yi − x′iβ)

σ2
∝ xi(yi − x′iβ)

e

uiσ2 (β, σ2) =
∂log[f(yi|xi,β, σ2)]

∂σ2
=

(yi − x′iβ)2 − σ2

σ4
∝ (yi − x′iβ)2 − σ2.

No caso de um censo, ou seja, se todos os elementos da população forem pesquisados, os
estimadores de β e σ são as soluções das equações de verossimilhança do censo, dadas por

∑

i∈U
ui(βN) =

∑

i∈U
xi(yi − x′iβN) = x′UyU − (x′UxU)βN = 0

e
∑

i∈U
ui(σ

2
N) =

∑

i∈U
[(yi − x′iβN)2 − σ2

N ] = (yU − x′UβN)′(yU − xUx
′
U)−Nσ2

N = 0.

Isto é,

βN = (x′UxU)−1(x′UyU)

e

σ2
N = N−1

∑

i∈U
(yi − x′iβ)2 = N−1(yU − x′UβN)′(yU − x′UβN),
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em que os índices N e U são apenas indicadores de que são estimadores para o censo e que todos
os elementos da população foram observados.

Quando apenas uma amostra de tamanho n é observada, os pesos wi são introduzidos
para obter os estimadores de máxima pseudo-verossimilhança de β e σ2, que são encontrados
resolvendo as seguintes equações de máxima pseudo-verossimilhança:

∑

i∈s
wiuiβ

(β̂s; σ̂
2
s) =

∑

i∈s
wixi(yi − x′iβ̂s) = 0

e
∑

i∈s
wiuiσ2 (β̂s; σ̂

2
s) =

∑

i∈s
wi[(yi − x′iβ̂s)

2 − σ̂2
s ] = 0.

Neste caso, as expressões para os estimadores de máxima pseudo-verossimilhança dos
parâmetros do modelo são dadas por:

β̂s = (x′sWsxs)
−1x′sWsys (2.13)

e

σ̂2
s = (1′sWs1s)

−1y′s[Ws −Wsxs(x
′
sWsxs)

−1x′sWs]ys,

em queWs = diag(wi1, . . . , win) é uma matriz diagonal nxn que contém os pesos dos elementos
que pertencem à amostra na diagonal principal, e o índice s um indicador de que são estimadores
baseados na amostra.

Se todos os elementos da amostra tiverem o mesmo peso, isto é, wi = w̄ e Ws = w̄In, os
estimadores pontuais não dependem de w̄. Neste caso, eles seriam equivalentes aos estimadores
de mínimos quadrados ordinários.

Para o modelo de regressão linear, as expressões para a variância assintótica de aleatori-
zação do estimador β̂s e seu estimador consistente podem ser obtidos substituindo os valores dos
escores e do jacobiano correspondentes em (2.9) e (2.10):

V (β̂s) = (x′UxU)−1Vp(
∑

i∈s
wixiεi)(x

′
UxU)−1,

em que

Vp(
∑

i∈s
wixiεi) =

∑

i∈U

∑

j∈U

πij − πiπj
πiπj

εixix
′
jεj

e εi = yi − x′iβN é o vetor de resíduos.

O estimador de V (β̂s) é:

V̂ (β̂s) = (x′sWsxs)
−1V̂p(

∑

i∈s
wixiε̂i)(x

′
sWsxs)

−1, (2.14)

em que

V̂p(
∑

i∈s
wixiε̂i) =

∑

i∈s

∑

j∈s
(

1

πiπj
− 1

πij
)ε̂ixix

′
j ε̂j

e ε̂i = yi − x′iβ̂s é um estimador do vetor de resíduos.
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2.3.3.2 Regressão Logistíca

Regressão logística, também chamada de modelo logit ou modelo logístico, analisa
a relação entre diversas variáveis regressoras e uma variável resposta categórica, e estima a
probabilidade de ocorrência de um evento através do ajuste dos dados a uma curva logística
(PARK, 2013). Existem dois modelos de regressão logística: regressão logística binária e regressão
logística multinomial. Regressão logística binária é normalmente utilizada quando a variável
dependente é dicotômica e as variáveis independentes são contínuas ou categóricas. Quando a
variável dependente não é dicotômica e é composta por mais de duas categorias, uma regressão
logística multinomial pode ser utilizada.

Como na seção anterior, considerando que para cada observação i da amostra está
associado um valor yi e um vetor xi = (xi1, . . . , xip)

′ com p variáveis explicativas. Sejam Yi e
Xi as notações para a variável e o vetor aleatório que geram yi e xi, em que (Yi,Xi)

′, i ∈ U , são
vetores aleatórios e identicamente distribuídos de modo que o modelo de superpopulação é dado
por:

f(yi|xi;β) = [p(x′iβ)]yi [1− p(x′iβ)]1−yi

em que

p(x′iβ) =
exp(x′iβ)

1 + exp(x′iβ)

e β = (βi, . . . , βp)
′ é um vetor de parâmetros desconhecidos do modelo.

A função escore para β é dada por

ui(β) =
∂log[f(yi|xi;β)]

∂β
= [yi − p(x′iβ)]xi.

No caso de um censo, o estimador β̂ de β é a solução do sistema de equações de
verossimilhança dadas por:

∑

i∈U
ui(β) =

∑

i∈U
[yi − p(x′iβ)]xi = 0.

Quando apenas uma amostra de tamanho n é observada, os pesos wi são introduzidos
para obter os estimadores de máxima pseudo-verossimilhança, que são encontrados resolvendo

∑

i∈s
wiui(β) =

∑

i∈s
wi[yi − p(x′iβ)]xi = 0.

Neste caso, assim como é feito na modelagem clássica, a obtenção do estimador β̂ só
pode ser feita através de métodos númericos interativos (Paula (2004); Cordeiro e Demétrio
(2010); McCullagh e Nelder (1989)).
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2.3.3.3 Teste de Hipóteses

Após o ajuste de um modelo de regressão, testam-se hipóteses relativas aos parâmetros
desse modelo. Assim como o método de estimação dos parâmetros sofreu ajustes para incorporar
o esquema amostral, é intuitivo pensar em adaptar também as estatísticas dos testes de hipóteses.

Seja β = (β1, . . . , βp)
′ o vetor de parâmetros de um modelo de regressão. Quando

há interesse em testar H0 : βj = 0 para algum j ∈ {1, . . . , p}, usa-se o teste t, e quando o
interesse é testar H0 : (βj1, . . . , βjr)

′ = 0, usa-se o teste F . Ambos os testes, sob as hipóteses
do modelo clássico de regressão com erros normais, tratam-se de testes de Razão de Máxima
Verossimilhança. Porém, em pesquisas amostrais complexas, a função de verossimilhança usual
não representa a distribuição conjunta das observações.

Neste caso, são aplicados testes baseados na estatística de Wald, devido a Wald (1943),
que mede a distância entre o estimador pontual e o valor hipotético do parâmetro numa métrica
definida pela matriz de covariância do estimador. Esta estatística permite que os pesos e o plano
amostral sejam incorporados sem dificuldade.

Chambers e Skinner (2003) e Pessoa e Silva (1998) consideraram o problema de testar a
hipótese linear geral:

H0 : Cβ = c (2.15)

em que C é uma matriz (r × p) de posto completo, β o vetor de parâmetros desconhecidos e c

um vetor (r × 1).

A estatística de Wald clássica para testar a hipótese nula (2.15) é definida por

X2
W = (Cβ̂ − c)′(CV̂ (β̂)C′)−1(Cβ̂ − c)

em que β̂ e V̂ (β̂) são obtidos pelo método dos mínimos quadrados ordinários.

No caso de dados de pesquisas amostrais complexas, a correção é feita substituindo β̂ e
V̂ (β̂) pela estimativa de máxima pseudo-verossimilhança de β dada em (2.13) e pela estimativa
da matriz de covariância do estimador de máxima pseudo-verossimilhança de V (β̂) dada em
(2.14), respectivamente, em X2

W .

Segundo Binder (1983), a estatística X2
W corrigida tem distribuição assintótica qui-

quadrado com r graus de liberdade.

2.3.4 Aplicação em Regressão Linear Normal

Esta aplicação, cujos dados são provenientes de uma parte do Censo Experimental de
Limeira, realizado em 1988, encontra-se em Figueiredo (2004). O conjunto de dados contém
informações de 706 questionários preenchidos pelos chefes de domicílios durante o censo.
Na Tabela 2.3 encontram-se algumas informações referentes ao domicílio incluído na amostra
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pesquisada e outras informações auxiliares calculadas posteriormente. Na Tabela 2.4 encontram-se
as variáveis disponíveis neste conjunto de dados.

Tabela 2.3 – Fragmento do conjunto de dados com variáveis auxiliares

SETOR DOMIC NP NA PESO1 PESO2 PESOF DOMTOT

57 17 274 24 6,38919708 11,41666667 72,94333333 43766
57 27 274 24 6,38919708 11,41666667 72,94333333 43766
57 37 274 24 6,38919708 11,41666667 72,94333333 43766
57 47 274 24 6,38919708 11,41666667 72,94333333 43766
57 57 274 24 6,38919708 11,41666667 72,94333333 43766
57 67 274 24 6,38919708 11,41666667 72,94333333 43766
57 77 274 24 6,38919708 11,41666667 72,94333333 43766
57 87 274 24 6,38919708 11,41666667 72,94333333 43766
57 97 274 24 6,38919708 11,41666667 72,94333333 43766
57 107 274 24 6,38919708 11,41666667 72,94333333 43766
57 117 274 24 6,38919708 11,41666667 72,94333333 43766
57 127 274 24 6,38919708 11,41666667 72,94333333 43766
57 137 274 24 6,38919708 11,41666667 72,94333333 43766
57 147 274 24 6,38919708 11,41666667 72,94333333 43766
57 157 274 24 6,38919708 11,41666667 72,94333333 43766
57 177 274 24 6,38919708 11,41666667 72,94333333 43766
57 187 274 24 6,38919708 11,41666667 72,94333333 43766
57 217 274 24 6,38919708 11,41666667 72,94333333 43766
57 227 274 24 6,38919708 11,41666667 72,94333333 43766
57 237 274 24 6,38919708 11,41666667 72,94333333 43766
57 247 274 24 6,38919708 11,41666667 72,94333333 43766
57 257 274 24 6,38919708 11,41666667 72,94333333 43766
57 267 274 24 6,38919708 11,41666667 72,94333333 43766
57 287 274 24 6,38919708 11,41666667 72,94333333 43766
84 4 197 15 8,886497462 13,13333333 116,7093333 43766
84 14 197 15 8,886497462 13,13333333 116,7093333 43766
84 34 197 15 8,886497462 13,13333333 116,7093333 43766
84 44 197 15 8,886497462 13,13333333 116,7093333 43766
84 54 197 15 8,886497462 13,13333333 116,7093333 43766
84 64 197 15 8,886497462 13,13333333 116,7093333 43766
84 74 197 15 8,886497462 13,13333333 116,7093333 43766
84 84 197 15 8,886497462 13,13333333 116,7093333 43766
84 104 197 15 8,886497462 13,13333333 116,7093333 43766
84 144 197 15 8,886497462 13,13333333 116,7093333 43766
84 154 197 15 8,886497462 13,13333333 116,7093333 43766
84 164 197 15 8,886497462 13,13333333 116,7093333 43766
84 184 197 15 8,886497462 13,13333333 116,7093333 43766
84 194 197 15 8,886497462 13,13333333 116,7093333 43766
84 214 197 15 8,886497462 13,13333333 116,7093333 43766

Fonte: Figueiredo(2004)
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Tabela 2.4 – Descrição das variáveis

Variável Código Descrição

SETOR Numérico Número do setor
DOMIC Numérico Número do domicílio no setor

NP Numérico Número de domicílios no setor na população
NA Numérico Número de pessoas na amostra do setor

SEXO 1 Masculino
2 Feminino

RAÇA 1 Pessoa de raça branca
2 Pessoa de outras raças

ESTUDO 1 Até 4 anos completos de estudo
2 De 5 a 8 anos completos de estudo
3 Mais de 8 anos completos de estudo

IDADE 1 Até 25 anos completos de idade
2 De 26 a 40 anos completos de idade
3 De 41 a 60 anos completos de idade
4 Mais de 60 anos de idade

RENDA Numérico Valor da renda mensal (em unidade monetária
vigente na época do Censo de Limeira)

LRENDA Numérico Logaritmo do valor da renda mensal
PESO1 Numérico Peso do setor (1º estágio)
PESO2 Numérico Peso do domicílio no setor (2º estágio)
PESOF Numérico Peso final do domicílio

DOMTOT Numérico Número total de domicílios no município
Fonte: Figueiredo(2004)

A amostra foi selecionada em duas etapas. Primeiramente, selecionaram-se 25 seto-
res censitários com probabilidades proporcionais ao número de domicílios. Posteriormente,
selecionaram-se aproximadamente 10% dos domicílios de cada um dos setores, segundo uma
amostragem sistemática simples sem reposição.

Na Tabela 2.3 aparecem 2 dos 25 setores censitários selecionados na amostra. Por exemplo,
o 57◦ setor continha 274 dos 43.766 domicílios do município de Limeira. Logo, a probabilidade
de inclusão do 57◦ setor no primeiro estágio de amostragem é calculada como π57(1◦) = n×(Total
de domicílios no 57◦ setor)/(Total de domicílios em Limeira), em que n é o número de setores
selecionados. Assim,

π57(1◦) = 25× NP

DOMTOT
= 25× 274

43766
= 0, 1565.

Como o peso é o inverso da probabilidade de inclusão do setor 57 na amostra, o peso no
primeiro estágio é dado por π−157(1◦) = 6, 389, e no segundo estágio por

π−157(2◦) =
274

24
= 11, 4167.



46

Portanto, o peso final de cada domicílio é:

π−157(1◦) × π−157(2◦) = 6, 389× 11, 4167 = 72, 94

Figueiredo (2004) ajustou um modelo de regressão linear para explicar o logaritmo da
renda (variável LRENDA) em função do sexo (SEXO), idade (IDADE), anos de estudo (ESTUDO)
e raça (RAÇA). O logaritmo da renda foi utilizado para normalizar a variável RENDA.

Como forma de verificar, descritivamente, quais interações de primeira ordem deveriam
ser incluídas no modelo, foram construídos gráficos de perfis de médias. Feito esta análise, o
primeiro modelo a ser ajustado foi:

LRENDA = β0 + β1SEXO + β2IDADE + β3ESTUDO + β4RACA+ β5(IDADE∗
SEXO) + β6(IDADE ∗ ESTUDO) + β7(ESTUDO ∗ SEXO)+

β8(ESTUDO ∗RACA).

Nesta análise, Figueiredo (2004) aplicou o método que incorpora o esquema amostral no
processo de estimação dos parâmetros por meio do pacote computacional SUDAAN (SUrvey
DAta ANalysis). Segundo ele, este é um pacote que consiste de uma família de procedimentos
usados para análise de dados provenientes de pesquisas amostrais complexas, ou outros estudos
experimentais ou observacionais que envolvam dados correlacionados, possibilitando realizar
operações de grande porte.

As estimativas dos parâmetros e de seus respectivos desvios padrões para o modelo
considerando o plano amostral e considerando AAS estão na Tabela 2.5. Feito este ajuste, foi
realizada uma seleção de variáveis baseada na estatística de Wald a fim de verificar cada efeito de
interação (permanência/saída de cada coeficiente).

O resultado desta análise levou a dois modelos finais distintos, pois, como mostram as
Tabelas 2.6 e 2.7, as estimativas dos parâmetros são diferentes quando consideramos AAS e
quando consideramos o plano amostral efetivamente usado. Além disso, os dois modelos também
diferem pela inclusão da interação IDADE*SEXO no modelo considerando AAS.

Modelo considerando o plano:

LRENDA = 11,35 + 0,65 SEXO - 0,74 IDADE1 - 0,02 IDADE2 + 0,10 IDADE3 - 1,87 ESTUDO1
- 1,39 ESTUDO2 + 0,21 RACA + 1,44 (ESTUDO1*IDADE1) + 0,84 (ESTUDO1*IDADE2) +
0,51 (ESTUDO1*IDADE3) + 1,02 (ESTUDO2*IDADE1) + 0,71 (ESTUDO2*IDADE2) + 0,58
(ESTUDO2*IDADE3)

Modelo considerando AAS:

LRENDA = 11,43 + 0,34 SEXO - 0,85 IDADE1 - 0,16 IDADE2 + 0,12 IDADE3 - 1,70 ESTUDO1
- 1,16 ESTUDO2 + 0,20 RACA + 1,41 (ESTUDO1*IDADE1) + 0,66 (ESTUDO1*IDADE2)
+ 0,36 (ESTUDO1*IDADE3) + 0,88 (ESTUDO2*IDADE1) + 0,45 (ESTUDO2*IDADE2)
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Tabela 2.5 – Modelo completo

Considerando o plano Considerando AAS
Variáveis Coeficiente d.p. p-valor Coeficiente DP p-valor

Intercepto 11,27 0,29 <0,0001 11,16 0,38 <0,0001
SEXO

1 0,24 0,32 0,4559 0,22 0,27 0,4134
IDADE

1 -0,57 0,33 0,0954 -0,71 0,45 0,1165
2 -0,03 0,25 0,9066 -0,02 0,34 0,9480
3 -0,01 019 0,9498 -0,01 0,36 0,9806

ESTUDO
1 -1,57 0,37 0,0003 -1,43 0,40 0,0004
2 -0,99 0,45 0,0376 -0,92 0,50 0,0644

RACA
1 0,42 0,22 0,0658 0,52 0,23 0,0252

SEXO*IDADE
1,1 0,15 0,32 0,6454 0,22 0,29 0,4500
1,2 0,32 0,33 0,3485 0,37 0,24 0,1249
1,3 0,40 0,26 0,1398 0,40 0,22 0,0722

ESTUDO*SEXO
1,1 0,13 0,22 0,5637 0,13 0,23 0,5909
2,1 0,28 0,37 0,4602 0,36 0,33 0,2732

ESTUDO*IDADE
1,1 1,17 0,37 0,0046 1,00 0,43 0,0030
1,2 0,60 0,21 0,0092 1,00 0,34 0,1139
1,3 0,29 0,19 0,1405 0,00 0,35 0,4408
2,1 0,65 0,39 0,1082 1,00 0,42 0,1114
2,2 0,38 0,21 0,0837 0,00 0,35 0,3791
2,3 0,31 0,33 0,3615 0,00 0,39 0,3422

ESTUDO*RACA
1,1 -0,20 0,25 0,4155 0,00 0,24 0,1865
2,1 -0,39 0,25 0,1372 -1,00 0,27 0,0569

Fonte: Figueiredo(2004)

+ 0,45 (ESTUDO2*IDADE3) + 0,22 (SEXO*IDADE1) + 0,39 (SEXO*IDADE2) + 0,43
(SEXO*IDADE3)

A Tabela 2.7 também mostra as estimativas dos EPA’s para cada coeficiente que
permaneceu no modelo. Os valores baixos do EPA realçam a importância de considerar o
plano amostral verdadeiro ao estimar variâncias e desvios padrões associados às estimativas dos
parâmetros. Neste caso, as estimativas de variância baseadas na hipótese de AAS superestimaram
substancialmente as variâncias corretas.

Nesta sessão, foram abordados ajustes de modelos de regressão linear normal e regressão
logística. Contudo, é possível incorporar o esquema amostral em outras classes de modelos
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Tabela 2.6 – Modelo final considerando AAS

Variáveis Coeficiênte d.p. p-valor

Intercepto 11,43 0,28 <0,0001
SEXO

1 0,34 0,18 0,0508
IDADE

1 -0,85 0,41 0,400
2 -0,16 0,32 0,6167
3 -0,12 0,32 0,7020

ESTUDO
1 -1,70 0,28 <0,0001
2 -1,16 0,29 0,0001

RACA
1 0,20 0,06 0,0007

SEXO*IDADE
1,1 0,22 0,28 0,4338
1,2 0,39 0,23 0,0982
1,3 0,43 0,22 0,0487

ESTUDO*IDADE
1,1 1,41 0,39 0,0003
1,2 0,66 0,30 0,0268
1,3 0,36 0,31 0,2490
2,1 0,88 0,38 0,0214
2,2 0,45 0,30 0,1412
2,3 0,45 0,35 0,1992

Fonte: Figueiredo(2004)

também. Por exemplo, modelos de logitos generalizados como feito em Cunha, Araújo e Lima
(2015) (Seção 2.2.2), Leite e Silva (2013) e Araújo et al. (2011), adequado para os casos em que
a variável resposta é qualitativa, nominal e politômica. E também modelo de logitos cumulativos
como feito em Moraes, Moreira e Luiz (2012), adequado para os casos em que a variável resposta
é qualitativa, nominal e politômica ordinal.

2.4 Análise em Tabelas de Contingência

Kish e Frankel (1974) chamaram a atenção para os problemas que surgem quando os
métodos estatísticos padrões, com base na suposição de que as observações são independentes, são
aplicados para o levantamento de dados. Na maioria dos estudos, a suposição de independência
está longe de ser realista. Qualquer pesquisa em larga escala envolverá amostragem estratificada
em múltiplos estágios, e as correlações entre as unidades no mesmo conglomerado (ou estrato)
pode ter um impacto substancial.

A teoria exposta nesta seção é baseada em Lehtonen e Pahkinen (2004), Rao e Scott (1981)
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Tabela 2.7 – Modelo final considerando o plano amostral

Variáveis Coeficiênte d.p. p-valor EPA

Intercepto 11,35 0,19 <0,0001 0,20
SEXO

1 0,65 0,06 <0,0001 0,44
IDADE

1 -0,74 0,31 0,0235 0,42
2 -0,02 0,22 0,9161 0,25
3 0,10 0,13 0,4722 0,09

ESTUDO
1 -1,87 0,19 0,0000 0,20
2 -1,39 0,17 0,0000 0,04

RACA
1 0,21 0,07 0,0062 1,14

ESTUDO*IDADE
1,1 1,44 0,40 0,0014 0,60
1,2 0,84 0,26 0,0034 0,35
1,3 0,51 0,17 0,0073 0,14
2,1 1,02 0,33 0,0051 0,16
2,2 0,71 0,22 0,0039 0,08
2,3 0,58 0,27 0,0395 0,11

Fonte: Figueiredo(2004)

e Rao e Scott (1984), e aborda a questão do efeito desta estrutura sobre o comportamento dos
testes qui-quadrado comuns para os testes de bondade de ajuste, homogeneidade e independência
em tabelas de contingência.

Exemplos do uso dos testes qui-quadrado em pesquisas amostrais complexas são abun-
dantes. Um pesquisador pode querer, por exemplo, comparar as proporções das amostras obtidas
para categorias de variáveis tais como idade e sexo com proporções populacionais conhecidas
ou obtidas em anos anteriores. De modo geral, pode-se fazer comparações entre várias pes-
quisas diferentes da mesma população ou entre diferentes regiões do país. Neste caso, mais
especificamente, um teste qui-quadrado usual de homogeneidade seria útil, exceto se não fosse a
complexidade das populações amostradas.

É bastante comum na análise de dados amostrais complexos, tabelas contendo proporções
relativas a uma ou mais variáveis categóricas (tabelas de uma entrada) ou constituídas por celas
de uma classificação cruzada de duas ou mais variáveis categóricas (tabelas de duas entradas ou
mais). No primeiro caso, o objetivo é testar hipóteses relativas a bondade de ajuste. No segundo
caso, o interesse é testar a independência ou a homogeneidade entre as variáveis. O teste de
independência é adequado para estudar a associação entre duas variáveis categóricas, enquanto o
teste de homogeneidade é apropriado para estudar a igualdade das distribuições condicionais de
uma variável resposta categórica.
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Para hipóteses de homogeneidade e independência em uma tabela (r × c), é comum, na
prática, ignorar a complexidade da pesquisa e proceder como se os testes qui-quadrado padrões
se comportassem da mesma forma que se comportam sob amostragem aleatória simples, ou
seja, proceder como se a estatística qui-quadrado de Pearson fosse assintoticamente χ2 com
(r − 1)(c − 1) graus de liberdade. Contudo, esta forma de conduzir a pesquisa não é válida
para amostras complexas. Uma correlação intra-classe positiva das variáveis, por exemplo, faz
com que o teste seja excessivamente liberal em relação aos níveis de significância nominais.
Portanto, os valores observados para a estatística do teste pode ser muito grande, o que pode
levar a inferências errôneas.

Para que as inferências sejam válidas, algumas correções nas estatísticas clássicas
precisam ser feitas para terem a mesma distribuição assintótica de referência que a obtida para o
caso de amostragem aleatória simples.

2.4.1 Tabelas de uma entrada

2.4.1.1 Estatística χ2 de Pearson

A estatística clássica de Pearson para testar a hipótese

H0 : pk = p0k, k = 1, 2 (2.16)

é dada por

X2
P =

2∑

k=1

n(p̂k − p0k)2
p0k

(2.17)

em que p̂k = nk/n são as estimativas amostrais usuais para as proporções populacionais pk e
p0k são as proporções hipotéticas das celas. Sob a hipótese de observações IID, a distribuição
assintótica de X2

P é qui-quadrado e, neste caso, com um grau de liberdade.

Rao e Scott (1981, 1984) propuseram um método para corrigir a estatística qui-quadrado
de Pearson em estudos com esquema amostral complexo, estimando pesos como função do efeito
do delineamento amostral e usando os mesmos para corrigir esta estatística. Eles mostraram que a
distribuição assintótica da estatística qui-quadrado é uma soma ponderada de variáveis aleatórias
qui-quadrado independentes, em que os pesos são funções do efeito do delineamento amostral.

No caso de uma tabela com apenas duas celas, a distribuição assintótica deX2
P é a mesma

distribuição da variável aleatória dW , em queW tem distribuição qui-quadrado com um grau de

liberdade e d é o efeito do plano amostral da estimativa p̂ de p. Neste caso, d =
VV ERD(p̂)

VIID(p̂)
.

Como em planos complexos, geralmente, d 6= 1, então X2
P não tem distribuição χ2

(1).
Logo, é necessária uma correção em X2

P . A esperança assintótica de X2
P é E(X2

P ) = d que é
diferente de 1 nos casos de correlação intra-classe positiva e como E(X2

P/d) = E(χ2
(1)) = 1, a
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correção em (2.17) pode ser dada por:

X2
P (d) =

X2
P

d
∼ χ2

(1).

Um procedimento de teste válido para testar (2.16) nos casos de tabelas com mais de duas
celas é mais complicado que o simples caso de duas celas. No caso de J ≥ 2 celas, podemos
escrever a hipótese nula (2.16) da seguinte forma:

H0 : p = p0 (2.18)

em que p = (p1, . . . , pK−1)
′ é o vetor de proporções populacionais desconhecidas e

p0 = (p01, . . . , p0(K−1))
′ é o vetor de proporções hipotéticas. O vetor de estimadores para as

proporções das celas p é denotado por p̂ = (p̂1, . . . , p̂(K−1))
′, em que p̂k = nk/n.

Apenas (J − 1) elementos são inclusos nos vetores p, p0 e p̂. Isso é devido ao fato da

soma das proporções ser igual a um. Logo, por exemplo, p̂K = 1−
K−1∑

k=1

p̂k.

Neste caso, a estatística qui-quadrado de Pearson (2.17) pode ser escrita como:

X2
P = n

K∑

k=1

(p̂k − p0k)2
p0k

= n(p̂− p0)′P−10 (p̂− p0) (2.19)

em queP0 = diag(p0)−p0p′0 eP0/n é a matriz [(K−1)×(K−1)] de covariância multinomial
de p̂ sob a hipótese nula, e diag(p0) representa uma matriz diagonal com elementos p0k na
diagonal.

Para examinar a distribuição de (2.19), Lehtonen e Pahkinen (2004), baseados nos
resultados de Rao e Scott (1981), generalizaram os resultados anteriores para o caso geralK ≥ 2.
Neste caso,X2

P é distribuído assintóticamente como uma soma ponderada λ1W1 + λ2W2 + . . .+

λK−1WK−1 de (K − 1) variáveis aleatórias independentesWk com distribuição χ2
(1).

Os pesos λk são os autovalores da matriz de efeito multivariado D = P−10 V p, em que
V p/n é a matriz de covariância do estimador p̂ do vetor de proporções p baseada no plano
amostral verdadeiro. Esses autovalores também são conhecidos como efeitos generalizados do
plano amostral.

No caso de amostragem aleatória simples, P0 e V p se coincidem. Assim, D = I, matriz

identidade. Logo, os pesos λk são todos iguais a um. Neste caso,
K−1∑

k=1

λkWk se reduz a
K−1∑

k=1

Wk,

cuja distribuição é χ2 com (K − 1) graus de liberdade. Dessa forma, X2
P precisa ser corrigida

para ter a mesma distribuição assintótica de referência que a obtida para o caso de amostragem
aleatória simples.

Dois dos possíveis ajustes são as correções de primeira e segunda ordem de Rao-Scott. A
correção de primeira ordem parte do princípio de que, sob a hipótese nula, a esperança assintótica
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de X2
P é E(X2

P ) =
K−1∑

k=1

λk. Logo, E(X2
P/λ̄) = E(χ2

(K−1)) = K − 1, em que λ̄ =
K−1∑

k=1

λk
K − 1

é

a média dos autovalores λk.

Este raciocínio conduz ao ajuste de primeira ordem para X2
P , dado por:

X2
P (λ̂∗) =

X2
P

λ̂∗
(2.20)

em que λ̂∗ é um estimador da média λ̄ dos autovalores desconhecidos da matriz D que pode ser
estimado por

(K − 1)λ̂∗ =
K∑

k=1

p̂k
pok

(1− p̂0k)d̂k.

Pela equação acima, λ̂∗ pode ser estimado sem estimar os próprios autovalores. Assim,
essa estatística de teste é preferida quando não é possível obter uma estimativa adequada V̂ p

para a matriz V p. Quando for possível obter essa estimativa, deve-se usar o ajuste de segunda
ordem, que é mais preciso. Uma outra observação é queX2

P (λ̂∗) só tem distribuição χ2
(K−1) se os

autovalores λk forem iguais. Na prática isso raramente acontece, mas essa estatística é usada
quando a variação dos autovalores é pequena, o que é aceitável pois a correção de primeira ordem
tem por objetivo tornar a média assintótica da estatística ajustada igual ao número de graus de
liberdade da distribuição de referência.

Para os casos em que essa variação for grande, deve-se usar a correção de segunda ordem
baseada no método de Satterthwaite (1946) dada por:

X2
P (λ̂∗, â

2) =
X2
P (λ̂∗)

(1 + â2)
(2.21)

em que

â2 =
K−1∑

k=1

λ̂2k[
(K − 1)λ̂∗

]
− 1

é um estimador do quadrado do coeficiente de variação a2 dos autovalores desconhecidos.

Um estimador da soma dos quadrados dos autovalores é dada por:
K−1∑

k=1

λ̂2∗ = n2

K∑

k=1

K∑

i=1

V̂ 2
p (p̂k, p̂i)

p0kp0i

em que V̂ 2
p (p̂k, p̂i) são os estimadores das covariâncias de aleatorização de p̂k e p̂i.

Os graus de liberdade também precisam ser corrigidos. A estatística (2.21) é assintotica-
mente χ2 com número de graus de liberdade com ajuste de Satterthwaite dado por

gl =
K − 1

1 + â2
.
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2.4.1.2 Estatística de Wald

Como uma segunda opção para testar (2.16), existe a estatística de Wald, que difere da
estatística qui-quadrado de Pearson por incorporar automaticamente o plano amostral e é dada,
no caso de duas celas, por:

X2
W =

(p̂− p0)2
V̂V ERD(p̂)

∼ χ2
(1). (2.22)

Um procedimento de teste válido para testar (2.16) nos casos de tabelas com mais de duas
celas usando a estatística de Wald também é mais complicado que o simples caso de duas celas,
como foi visto na estatística de Pearson com ajuste de Rao-Scott baseadas no plano amostral. No
caso de K ≥ 2 celas, considerando novamente a hipótese nula (2.16) escrita da seguinte forma

H0 : p = p0

em que p = (p1, . . . , pK−1)
′ é o vetor de proporções populacionais desconhecidas e p0 =

(p01, . . . , p0(K−1))
′ é o vetor de proporções hipotéticas, o vetor de estimadores pra as proporções

das celas p é denotado por p̂ = (p̂1, . . . , p̂(K−1))
′, em que p̂k = nk/n.

A estatística de Wald baseada no plano amostral neste caso é dada por:

X2
W = (p̂− p0)′V̂

−1
p (p̂− p0) (2.23)

em que V̂
−1
p é um estimador consistente da matriz de covariância V p do estimador p̂ do vetor de

proporções p, e pode ser obtido pelo Método de Linearização de Taylor, por exemplo. Sob H0,
X2
W ∼ χ2

(K−1) (SHUSTER; DOWNING, 1976).

Porém, existem algumas situações instáveis que dependendo do desenho amostral
utilizado e, por exemplo, se o número de celas do vetor p for pequeno, (2.23) pode não funcionar
adequadamente devido ao pequeno número de graus de liberdade disponíveis para o cálculo de
V̂ p. Neste caso, existem duas alternativas de correção, que são as chamadas estatísticas de Wald
F-corrigidas, dadas por

FW1 =
f −K + 2

f(K − 1)
X2
W (2.24)

que tem distribuição assintótica F com (K − 1) e (f −K + 2) graus de liberdade, e

FW2 =
X2
W

J − 1
(2.25)

que também tem distribuição assintótica F, porém com (K − 1) e f graus de liberdade, com
f = m−H , em quem e H são os números de conglomerados e estratos do desenho amostral,
respectivamente.

Damesmamaneira, a estatística (2.20) pode ser corrigida nessas situações de instabilidade.
Neste caso, a estatística F-corrigida é dada por:

FX2
P (λ̂∗) =

X2
P

(K − 1)λ̂∗
(2.26)
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Na literatura existem diversos estudos sobre as estatísticas apresentadas neste trabalho,
bem como o comportamento de cada uma nos mais diversos casos, que incluem Bhapkar (1966),
Kiang-khang (1984), Larntz (1978) e Thomas e Rao (1987).

2.4.1.3 Análise de Resíduos

Quando uma hipótese do tipoH0 : p = p0 é testada e posteriormente rejeitada, conclui-se
que pk 6= p0k para pelo menos algum k. Neste caso, é possível fazer uma análise de resíduos
para ter ideia de onde está a diferença, ou seja, estudar os desvios com relação à H0. Para uma
amostra aleatória simples, os resíduos padronizados são da forma:

êk =
p̂k − p0k
epIID(p̂k)

, k = 1, . . . , K (2.27)

em que epIID(p̂k) é a raíz quadrada do k-ésimo elemento da diagonal da matriz de covariância
multinomial estimada P/n, com P̂ = diag(p̂)− p̂p̂′.

Um valor absoluto grande para êk indica desvios em relação à hipótese nula. Porém, em
amostras complexas, esse resíduos padronizados podem ser muito grandes pois os erros-padrões
baseados na distribuição multinomial tendem a ser menores que os verdadeiros erros-padrões.
Logo, é necessário um ajuste em (2.27) dado por

êk =
p̂k − p0k
epp(p̂k)

, k = 1, . . . , K, (2.28)

que são chamados de resíduos padronizados baseados no plano amostral.

Se as estimativas d̂k forem maiores que 1, os resíduos dados em (2.28) serão menores que
os dados em (2.27), que por sua vez podem ser tomados como variáveis normais padronizadas
sob a hipótese nula, logo podem ser comparados aos valores críticos da distribuição N (0, 1).

2.4.1.4 Uma aplicação aos dados da Mini-Finland Health Survey

A Mini-Finland Health Survey é uma pesquisa finlandesa da área de saúde e foi
projetada para obter uma visão abrangente da saúde e da necessidade de cuidados em adultos
finlandeses, e desenvolver métodos para monitorar a saúde da população. O plano de amostragem
da pesquisa pertence à classe de duas fases de amostragem estratificada por conglomerados. Uma
variedade de métodos de coleta de dados foram utilizados e um dos objetivos da pesquisa foi
comparar a confiabilidade destes vários métodos (HELIÖVAARA et al., 1993). O público alvo
do estudo foi a população finlandesa com idade superior a 30 anos, e o desenho amostral possui
um total de 24 estratos e 48 conglomerados (LEHTONEN et al., 1986).

Uma pequena demostração do conjunto de dados da MFH está presente na Tabela 2.8,
que consiste de homens com idades entre 30 e 64 anos avaliados na pesquisa e de três variáveis
respostas, sendo elas duas binárias (doença crônica e homens que sofrem ou sofreram de riscos
para a saúde física no trabalho) e uma contínua (pressão arterial).
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Tabela 2.8 – Distribuíção da idade, proporções (em %) de pessoas com doenças crônicas e expostas a riscos de
saúde física no trabalho, e pressão arterial em um subgrupo da pesquisa MFH com homens entre 30 e
64 anos de idade

Amostra Doença Riscos no Pressão Arterial
Idade n % Crônica Trabalho (em média)

30-34 508 18.8 13.8 12.8 134.0
35-39 384 14.2 21.4 17.4 136.2
40-44 437 16.2 28.4 18.8 138.5
45-49 395 14.6 44.8 18.5 141.9
50-54 379 14.0 52.2 17.4 144.7
55-59 336 12.4 68.5 21.4 151.2
60-64 260 9,6 73.8 21.2 154.3

Total 2699 100 39.8 17.8 141.8
Fonte: Lehtonen e Pahkinen (2004)

Lehtonen e Pahkinen (2004) consideram um teste de bondade de ajuste das distribuição
das idades da pesquisa MFH para os subgrupos de homens com idade de 30-44, 45-54 e 55-64
anos de idade. O número de estratos e conglomerados utilizados na pesquisa é de H = 24 e
m = 48, respectivamente. Portanto, f = m − H = 24. O objetivo é, além de exemplificar o
uso dos testes, mostrar como um número pequeno de conglomerados pode afetar os resultados.
As informações utilizadas estão na Tabela 2.9, incluindo os resíduos padronizados baseados no
plano.

Tabela 2.9 – Vetores de proporções, efeitos do plano amostral e resíduos padronizados por classes de idade na MFH

Proporção Proporção EPAKish Resíduos
Idade nk Estimada (p̂k) Hipotética (p̂0k) (d̂k) (êk)

30-44 1329 0.492 0.521 1.51 -2.45
45-54 774 0.287 0.277 1.70 0.88
55-64 596 0.221 0.202 0.43 3.64

Total 2699 1 1
Fonte: Lehtonen e Pahkinen (2004)

A hipótese nula que está sendo testada é H0 : pk = p0k, com k = 1, 2, 3, e serão
calculados os valores da estatística clássica de Pearson e suas correções, bem como a estatística de
Wald baseada no plano. Para isso, deve-se ter V̂ p, matriz estimada para as proporções estimadas.
No texto deste exemplo não foi citado qual método de linearização foi utilizado, mas ela é da
forma:
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V̂ p(p̂) = 10−5 ×




13.9481 −12.0731 −1.8750

−12.0731 12.9158 −0.8427

−1.8750 −0.8427 2.7177




.

Para obter a estatística de Pearson (2.19), é preciso o cálculo da matriz de covariância
populacional e uma estimativa dessa matriz de covariância sob a suposição de distribuição

multinomial dada por P0/n =
diag(p0)− p0p

′
0

2699
. Este cálculo resulta em:

P̂/n = 10−5 ×




9.2464 −5.3471 −3.8993

−5.3471 7.4202 −2.0731

−3.8993 −2.0731 5.9724




.

E para obter as diferentes correções dessa estatística, precisa-se dos valores dos EPAs
listados na quinta coluna da Tabela 2.9 e as seguintes quantidades:

λ̂∗ =
3∑

k=1

p̂kp
−1
0k (1− p̂k)d̂k/2 = 1.17,

1 + â2 = 26992

3∑

k=1

3∑

i=1

V̂ 2
p (p̂kp̂i)/p0kp0i

2× 1.172
= 1.37,

dfS =
K − 1

1 + â2
= 1.46.

As linhas desenhadas nas matrizes servem para notar que para o cálculo de X2
W e X2

P

dadas, respectivamente, em (2.19) e (2.23), são necessárias apenas as submatrizes (2 × 2) de
V̂ p(p̂) e P̂/n, correspondentes aos dois elementos dos vetores p̂ e p0.

Dessa forma, a estatística de Pearson (2.19) resulta em

X2
P = 10.15

com 2 graus de liberdade e p-valor 0.006.

A estatística de Pearson com ajuste de Rao-Scott de primeira ordem, dada em (2.20),
resulta em

X2
P (λ̂∗) =

10.15

1.17
= 8.66

com 2 graus de liberdade e p-valor 0.013.
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O ajuste de Rao-Scott de primeira ordem F-corrigido para a estatística de Pearson, dado
em (2.26), é

FX2
P (λ̂∗) =

10.15

2× 1.17
= 4.33

com 2 e 24 graus de liberdade, e p-valor 0.025.

O ajuste de Rao-Scott de segunda ordem para a estatística de Pearson, dado em (2.21),
resulta em

X2
P (λ̂∗, â

2) =
8.66

1.37
= 6.30

com 2/1.37 graus de liberdade e p-valor 0.023.

A estatística de Wald baseada no plano amostral, dada em (2.23), é

X2
W = 15, 28

com 2 graus de liberdade e p-valor 0.001.

As estatísticas de Wald F-corrigidas, definidas em (2.24) e (2.25), resultam em

FW1 =
24− 3 + 2

24× 2
× 15.28 = 7.32

com 2 e 23 graus de liberdade e p-valor 0.003, e

FW2 =
15.28

2
= 7.64

com 2 e 24 graus de liberdade, e p-valor 0.003.

A Tabela 2.10 resume os valores das diversas estatísticas de testes calculadas, bem como
informações comparativas com as respectivas distribuições de referência.

Tabela 2.10 – Valores e p-valores de estatísticas alternativas de teste

Estatística Tipo Valor Distribuição p-valor

X2
P

Adequada 11.640 χ2
(2) 0.020para IID

X2
P (λ̂∗) Correções da 8.66 χ2

(2) 0.013
FX2

P (λ̂∗) estatística 4.33 F(2;24) 0.025
X2
P (λ̂∗, â

2) X2
P 6.30 χ2

(1.46) 0.023

X2
W Baseadas 15.28 χ2

(2) 0.001
FW1 no plano 7.32 F(2;23) 0.003
FW2 amostral 7.64 F(2;24) 0.003

Dentre os testes calculados, e levando em consideração o fato da instabilidade, poderia
ser esperado que a correção de segunda ordem de Rao-Scott (X2

P (λ̂∗, â
2)) e as estatísticas de
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Wald F-corrigidas (FW1 e FW2) fornecessem os resultados mais adequados. Porém, pode-se
perceber que a estatística de Wald baseada no plano é liberal, muito provavelmente devido ao
pequeno número de graus de liberdade disponíveis para a estimação de V̂ p, e suas correções,
aparentemente, não trazem melhorias neste caso.

A estatística de Pearson com ajuste de primeira ordem de Rao-Scott (X2
P (λ̂∗)) pode ser

desconsiderada, pois deve ser preferida apenas quando não é possível obter V̂ p. Nos casos em
que é possível obter essa estimativa, a correção de segunda ordem sempre deve ser a escolhida,
pois é mais precisa.

Portanto, analisando os resultados obtidos para este caso, a estatística de Pearson com
ajuste de segunda ordem de Rao-Scott X2

P (λ̂∗, â
2) deve ser preferida. Se apenas as estimativas

do efeito do plano amostral d̂k fossem fornecidas, e não V̂ p, o ajuste de Rao-Scott de primeira
ordem F-corrigido para a estatística de Pearson FX2

P (λ̂∗) deveria ser o escolhido, pois diminui o
efeito de instabilidade.

2.4.2 Tabelas de duas entradas

Os principais testes em tabelas de duas entradas são os testes de homogeneidade e
independência. O teste de homogeneidade é apropriado para estudar a igualdade das distribuições
condicionais de uma variável resposta categórica correspondente a diferentes níveis de uma
variável preditora também categórica. O teste de independência é adequado para estudar a
associação entre duas variáveis categóricas. Segundo Pessoa e Silva (1998), enquanto o primeiro
teste se refere às distribuições condicionais da variável resposta para níveis fixados da variável
preditora, o segundo se refere à distribuição conjunta das duas variáveis categóricas que definem
as celas da tabela, e apesar de conceitualmente distintas, as duas hipóteses podem ser testadas,
no caso de amostragem aleatória simples, utilizando a mesma estatística de teste. Já nos casos
envolvendo amostragem complexa, as estatísticas de testes para as duas hipóteses devem ser
corrigidas, e de maneira diferente uma da outra.

Como preliminar, considere a Tabela 2.11.

Tabela 2.11 – Tabela (2× 2) de proporções

Variável 1
Variável 2 1 2 Total

1 p11 p12 p1+
2 p21 p22 p2+

Total p+1 p+2 1

A hipótese de independência, cujo objetivo é verificar se as duas variáveis estão associadas
ou não, é dada por

H0 : plc = p+cpl+, l, c = 1, 2. (2.29)
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em que plc representa a proporção populacional de unidades no nível l da variável 1 e no nível c
da variável 2, ou seja, plc =

Nlc

N
, p+c =

∑

l

plc e pl+ =
∑

c

plc são as proporções marginais na

tabela, e p11 + p12 + p21 + p22 = 1.

No caso de amostragem aleatória simples, a estatística de teste de Pearson é dada por

X2
P (I) = n

2∑

l=1

2∑

c=1

(p̂lc − p̂l+p̂+c)2
p̂l+p̂+c

(2.30)

em que p̂lc = nlc/n, p̂+c =
∑

l

p̂lc e p̂l+ =
∑

c

p̂lc, e cuja distribuição assintótica é qui-quadrado

com 1 grau de liberdade.

Já a hipótese de homogeneidade, cujo objetivo é verificar se uma variável aleatória se
comporta de modo homogêneo em várias subpopulações, é dada por

H0 : p1c = p2c, c = 1, 2 (2.31)

em que plc representa a proporção da linha l de unidades na coluna c, ou seja, agora as proporções
na linha somam 1, isto é, p11 + p12 = p21 + p22 = 1.

No caso de amostragem aleatória simples, a estatística de teste de Pearson é dada por

X2
P (H) =

2∑

l=1

2∑

c=1

nl+(p̂lc − p̂+c)2
p̂+c

(2.32)

em que nl+ =
∑

c

nlc e p̂lc = nlc/nl+, e cuja distribuição assintótica também é qui-quadrado

com um grau de liberdade.

Os testes de independência e homogeneidade são definidos sobre o vetor de proporções
de distribuições multinomiais. No caso de independência, tem-se uma distribuição multinomial
com vetor de probabilidades (p11, p12, p21, p22), e no caso do teste de homogeneidade, tem-se
duas multinomiais com vetores de probabilidades (p11, p12) e (p21, p22). O processo de contagem
que gera essas multinomiais pressupõe que cada observação seja independente uma da outra
e com distribuições iguais. Porém, Pessoa e Silva (1998) explicam que em uma amostragem
complexa, essas pressuposições deixam de ser válidas e as frequências nas celas são estimadas
de acordo com o plano amostral utilizado.

Denotando por N̂lc o estimador do número de observações na cela (l, c) na população

e por n̂lc =

(
N̂lc

N̂

)
× n o valor padronizado de N̂lc de modo que

2∑

l=1

2∑

c=1

n̂lc = n, tem-se os

estimadores das proporções nas celas dados por p̂lc = n̂lc/n no caso do teste de independência, e
por p̂lc = n̂l+/n no caso do teste de homogeneidade. As estatísticas X2

P (I) e X2
P (H) calculadas

com n̂lc no lugar de nlc não tem distribuição assintótica qui-quadrado com 1 grau de liberdade,
portanto devem ser corrigidas.
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2.4.2.1 Teste de Homogeneidade

Na literatura de análise de dados amostrais complexos, o teste de homogeneidade é
geralmente usado para comparar distribuições de uma variável categórica para um conjunto de
regiões não superpostas, a partir de amostras independentes obtidas através de um plano amostral
com vários estágios.

Assumindo que as colunas são formadas pelas classes da variável resposta e as linhas são
as regiões, a tabela para a população é da forma da Tabela 2.12.

Tabela 2.12 – Proporções de linhas em uma tabela L× C para um teste de homogeneidade.

Variável Resposta
Região 1 2 . . . c . . . C Total

1 p11 p12 . . . p1c . . . p1C 1
2 p21 p22 . . . p2c . . . p2C 1
:
l pl1 pl2 . . . plc . . . plC 1
:
L pL1 pL2 . . . pLc . . . pLC 1

Casos em que se pretende comparar três ou mais regiões são bastante complexos e são
tratados em Rao e Thomas (1988). Nos casos envolvendo apenas duas regiões, a hipótese nula
para o teste de homogeneidade pode ser escrita como

H0 : p1 = p2

em que pl = (pl1, . . . , pl,c−1)
′ denota o vetor de proporções da l-ésima região. Cada vetor é

composto, então, de (c − 1) elementos, pois a somatória dos c elementos deve ser igual a 1
independente da região.

Sejam p0 = (p+1, . . . , p+,c−1)
′ o vetor comum de proporções sob H0, desconhecido,

e p̂l = (p̂l1, . . . , p̂lc−1)
′ os vetores de proporções regionais estimadas baseados em amostras

independentes para as diferentes regiões, em que p̂lc = N̂lc/N̂l+ é um estimador consistente
da proporção plc na população correspondente, e N̂lc e N̂l+ são estimadores ponderados das
frequências nas celas e nas marginais de linha da tabela, respectivamente. Estes estimadores
levam em consideração as probabilidades desiguais de inclusão na amostra.

Sejam também V̂ p(p̂1) e V̂ p(p̂2) estimadores consistentes das matrizes de variância
de aleatorização dos vetores p̂1 e p̂2, respectivamente. A estatística de Wald baseada no plano
amostral é dada, no caso de L = 2 regiões, por

X2
W (H) = (p̂1 − p̂2)′[V̂ p(p̂1) + V̂ p(p̂2)]

−1(p̂1 − p̂2) (2.33)

cuja distribuição assintótica é qui-quadrado com [(2− 1)(C − 1) = (C − 1)] graus de liberdade.
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Nos casos de instabilidade, ou seja, quando há um pequeno número de graus de liberdade
disponíveis para o cálculo de V̂ p(p̂1) e V̂ p(p̂2), X2

W (H) pode não funcionar adequadamente.
Nestes casos, usa-se, alternativamente, as estatísticas de Wald F-corrigidas dada por

FW1 =
f − (C − 1) + 1

f(C − 1)
X2
W (H) (2.34)

que tem distribuição de referência F com (C − 1) e [f − (C − 1) + 1] graus de liberdade, e

FW2 =
X2
W (H)

C − 1
(2.35)

que tem distribuição de referência F com (C − 1) e f graus de liberdade. Estas estatísticas
podem diminuir o efeito da instabilidade quando f não é grande em relação ao número de classes
C da variável resposta.

A estatística de Pearson para o teste de homogeneidade, no caso de L = 2 regiões, é dada
por

X2
P (H) = (p̂1 − p̂2)′

[
P̂

n̂1+

+
P̂

n̂2+

]−1
(p̂1 − p̂2), (2.36)

em que P̂ = diag(p̂0) − p̂0p̂′0, p̂0 é estimador do vetor de proporções sob a hipótese de
homogeneidade e P̂ /n̂1+ e P̂ /n̂2+ são os estimadores da matriz de covariâncias de p̂0 na
primeira e na segunda região, respectivamente.

A estatística de Pearson X2
P (H) é válida somente para amostragem aleatória simples,

dado que o estimador da matriz de covariância baseia-se nas hipóteses relativas à distribuição
multinomial. Logo, tem distribuição qui-quadrado com (C − 1) graus de liberdade. Quando
o desenho amostral é complexo, essa estatística requer ajustes, os quais são similares àqueles
apresentados para o teste de bondade de ajuste, porém com fórmulas diferentes.

Para introduzir em X2
P (H) o ajuste de primeira ordem de Rao-Scott é preciso calcular as

estimativas de efeitos do plano amostral das estimativas das proporções nas linhas em ambas as
regiões, e para o ajuste de segunda ordem é necessária a matriz de efeito multivariado do plano
amostral. As estimativas dos efeitos do plano amostral na região l são da forma

d̂lc = d̂(p̂lc) =
n̂l+V̂lc

p̂+c(1− p+c)
, l = 1, 2 e c = 1, . . . , C

em que V̂lc é o c-ésimo elemento da diagonal de V̂ p(p̂l). E amatriz estimada de efeito multivariado
do plano amostral é da forma

D̂ =
n̂1+ × n̂2+

n̂1+ + n̂2+

P̂
−1

(V̂ p(p̂1) + V̂ p(p̂2)).

A correção de primeira ordem de Rao-Scott é dada por

X2
P (H, λ̂∗) =

X2
P (H)

λ̂∗
(2.37)
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em que

λ̂∗ =
tr(D̂)

C − 1
=

1

C − 1

2∑

l=1

(
1− n̂l+

n̂1+ + n̂2+

) C∑

c=1

p̂lc
p̂+c

(1− p̂lc)d̂lc

é um estimador da média λ̄ dos autovalores λc da matriz desconhecidaD de efeito multivariado
do plano amostral. Como pode ser notado, essa correção pode ser obtida sem ser necessário
calcular os autovalores.

A distribuição assintótica de (2.37) é qui-quadrado com (C − 1) graus de liberdade e
espera-se que esta estatística forneça resultados satisfatórios quando a variação das estimativas
dos autovalores λ̂∗ for pequena. Quando essa variação for significativa, é recomendado o ajuste
de segunda ordem de Rao-Scott, dado por

X2
P (H, λ̂∗, â

2) =
X2
P (H, λ̂∗)

1 + â2
(2.38)

em que â2 é o quadrado do coeficiente de variação dos quadrados das estimativas dos autovalores
λ̂c, que é dado pela fórmula

â2 =
C∑

c=1

λ̂2c

(C − 1)λ̂2∗
− 1

em que
C∑

c=1

λ̂2c = tr(D̂
2
). A estatística (2.38) tem distribuição assintótica qui-quadrado com

graus de liberdade com ajuste de Satterthwaite dados por glS =
C − 1

1 + â2
.

Nos casos de instabilidade, é necessária uma correção ao ajuste de primeira ordem de
Rao-Scott. Essa correção é dada por

FX2
P (H, λ̂∗) =

X2
P (H, λ̂∗)

C − 1
(2.39)

que tem distribuição F com (C − 1) e f graus de liberdade.

2.4.2.1.1 Análise de Resíduos

Quando a hipótese nula de homogeneidade for rejeitada, concluímos que há diferença
significativa em pelo menos duas distribuições entre as distribuições das regiões com relação
às categorias da variável resposta. Neste caso, a fim de detectar onde está essa diferença, os
resíduos padronizados podem ser calculados para que se possa estudar os desvios com relação a
H0. Usando as estimativas de efeitos do plano amostral d̂lc, os resíduos padronizados baseados
no plano amostral são dados por

êlc =
p̂lc − p̂+c

epp(p̂lc − p̂+c)
, l = 1, 2 e c = 1, . . . , C
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em que um estimador para epp(p̂lc − p̂+c) é a raiz quadrada de

V̂p(p̂1c − p̂+c) =
n̂2+(n̂2+d̂1c + n̂1+d̂2c)

(n̂1+ + n̂2+)2
× p̂+c(1− p̂+c)

n̂1+

, c = 1, . . . , C

para a primeira região, e

V̂p(p̂2c − p̂+c) =
n̂1+(n̂2+d̂1c + n̂1+d̂2c)

(n̂1+ + n̂2+)2
× p̂+c(1− p̂+c)

n̂2+

, c = 1, . . . , C

para a segunda região.

A partir dessas fórmulas, pode-se inferir que quando há uma correlação intra-classe
positiva, os valores dos resíduos padronizados baseados no plano amostral são menores do que os
valores obtidos para amostragem aleatória simples, em que d̂1c = d̂2c = 1. Quando as variáveis
que constituem a tabela cruzada são supostas independentes, os termos êlc tem distribuição
assintótica normal padronizada, logo podem ser comparados aos valores críticos da distribuição
N (0, 1).

2.4.2.2 Teste de Independência

O teste de independência é utilizado com o objetivo de verificar se há associação entre
duas variáveis categóricas dentro de uma única população. A tabela para proporções dessa
população não tem marginais fixas e é da forma da Tabela 2.13.

Tabela 2.13 – Proporções por cela em uma tabela L× C para um teste de independência

Variável 2
Variável 1 1 2 . . . c . . . C Total

1 p11 p12 . . . p1c . . . p1C p1+
2 p21 p22 . . . p2c . . . p2C p2+
:
l pl1 pl2 . . . plc . . . plC pl+
:
L pL1 pL2 . . . pLc . . . pLC pL+

Total p+1 p+2 . . . p+c . . . p+C 1

A hipótese de independência é dada por:

H0 : plc = pl+p+c, l = 1, . . . , L− 1 e c = 1, . . . , C − 1 (2.40)

em que se tem plc = Nlc/N , pl+ =
C∑

c=1

plc, p+c =
L∑

l=1

plc e
C∑

c=1

L∑

l=1

plc = 1.

Alternativamente, essa hipótese pode ser escrita como

H0 : Flc = plc − pl+p+c = 0, l = 1, . . . , L− 1 e c = 1, . . . , C − 1, (2.41)
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em que os elementos Flc são, as diferenças residuais entre as proporções desconhecidas nas celas
e seus valores esperados sob a hipótese nula, a qual trata essas diferenças como sendo iguais a
zero.

Sejam F = (F11, . . . , F1,C−1, . . . , FL−1,1, . . . , FL−1,C−1) o vetor formado pelos contras-
tes Flc arranjados em ordem de linhas e seu estimador

F̂ = (F̂11, . . . , F̂1,C−1, . . . , F̂L−1,1, . . . , F̂L−1,C−1),

em que F̂lc = p̂lc − p̂l+p̂+c e p̂lc = n̂lc/n. A estatística de Wald baseada no plano amostral para o
teste de independência é dada por:

X2
W (I) = F̂

′
V̂
−1
F F̂ (2.42)

em que V̂ F é a estimativa da matriz de covariância de F̂ e pode ser obtida pelo método de
linearização de Taylor considerando o vetor de contrastes F como uma função não-linear do
vetor p, isto é, F = g(p) = g(p11, . . . , p1,C−1, . . . , pL−1,1, . . . , pL−1,C−1). Assim, a matriz de
covariância de F̂ pode ser estimada por

V̂ F = ∆g(p̂)V̂
−1
p ∆g(p̂)′ (2.43)

em que ∆g(p) é a matriz jacobiana de dimensão [(L− 1)(C − 1)× (L− 1)(C − 1)] dada por

∆g(p) =

[
∂g

∂p11
, . . . ,

∂g

∂p1,C−1
, . . . ,

∂g

∂pL−1,1
, . . . ,

∂g

∂pL−1,C−1

]

e V̂ p é uma estimativa consistente da matriz de covariância de p̂ (PESSOA; SILVA, 1998).

Assim como no teste de bondade de ajuste e homogeneidade, a estatística de Wald para
o teste de independência também pode ter problemas com instabilidade quando um número
pequeno de graus de liberdade f estiver disponível para estimar V̂ F . As estatísticas de Wald
F-corrigidas para estes casos são dadas por

F1W =
f − (L− 1)(C − 1)− 1

f(L− 1)(C − 1)
X2
W (I) (2.44)

que tem distribuição F com [(L− 1)(C − 1)] e [f − (L− 1)(C − 1)− 1] graus de liberdade, e
por

F2W =
X2
W (I)

(L− 1)(C − 1)
(2.45)

que tem distribuição de referência F com [(L− 1)(C − 1)] e f graus de liberdade.

A estatística de Pearson para o teste de independência é dada por:

X2
P (I) = n

L∑

l=1

C∑

c=1

(p̂lc − p̂l+p̂+c)2
p̂l+p̂+c

= nF̂
′
P̂
−1
0F F̂ (2.46)
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em que

P̂ 0F = ∆g(p̂)P̂ 0∆g(p̂)′, (2.47)

P̂ 0 = diag(p̂0)− p̂0p̂′0, P̂ 0/n é uma estimativa da matriz [(L− 1)(C − 1)× (L− 1)(C − 1)]

da matriz de covariância multinomial de p̂ sob a hipótese nula, p̂0 é o vetor com componentes
p̂l+p̂+c, e diag(p̂0) é a matriz diagonal com elementos p̂l+p̂+c na diagonal. Sob a hipótese nula,
X2
P (I) tem distribuição assintótica qui-quadrado com [(L− 1)(C − 1)] graus de liberdade.

A estatística (2.46) é utilizada quando o desenho amostral é composto por amostragem
aleatória simples, porém, como nos testes anteriores, também pode ser corrigida de modo a ter
a mesma distribuição assintótica. As correções propostas são os ajustes de primeira e segunda
ordem de Rao-Scott que baseiam-se nos autovalores da matriz estimada de efeito multivariado
do plano amostral, dada por

D̂ = nP̂
−1
0F V̂ F (2.48)

em que V̂ F foi definido em (2.43) e P̂ 0F foi definido em (2.47).

A correção de primeira ordem de Rao-Scott é dada por:

X2
P (I, λ̂∗) =

X2
P (I)

λ̂∗
(2.49)

em que

λ̂∗ =
1

(L− 1)(C − 1)

L∑

l=1

C∑

c=1

p̂lc(1− p̂lc)
p̂l+p̂+c

d̂lc −
L∑

l=1

(1− p̂l+)d̂l+ −
C∑

c=1

(1− p̂+c)d̂+c

é um estimador da média λ̄ dos autovalores desconhecidos da matrizD de efeitos multivariados
do plano amostral e pode ser obtido sem calcular D̂. Sob a hipótese nula, X2

P (I, λ̂∗) tem
distribuição assintótica qui-quadrado com [(L− 1)(C − 1)] graus de liberdade, e espera-se que
essa estatística funcione adequadamente quando a variação dos autovalores estimados λ̂l for
pequena.

Nos casos de instabilidade, um ajuste é necessário em (2.49). Essa correção é dada por:

FX2
P (I, λ̂∗) =

X2
P (I, λ̂∗)

(L− 1)(C − 1)
(2.50)

que tem distribuição F com (L− 1)(C − 1) e f graus de liberdade.

A correção de segunda ordem de Rao-Scott para a estatística de Pearson X2
P (I) para o

teste de independência requer que esteja disponível a matriz de covariância estimada V̂ p dos
estimadores das proporções nas celas p̂lc, e é dada por

X2
P (I, λ̂∗, â

2) =
X2
P (I)

λ̂∗(1 + â2)
(2.51)
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em que

λ̂∗ =
tr(D̂)

(L− 1)(C − 1)

é um estimador da média dos autovalores λ̂l da matriz estimada de efeito multivariado D̂ dada
em (2.48), e

â2 =

(L−1)(C−1)∑

k=1

λ̂2k

(L− 1)(C − 1)λ̂2∗
− 1

é um estimador do quadrado do coeficiente de variação dos autovalores desconhecidos deD, λk,
k = 1, . . . , (L− 1)(C − 1).

Um estimador da soma dos quadrados dos autovalores é

(L−1)(C−1)∑

k=1

λ̂2k = tr(D̂
2
).

Sob a hipótese nula, a estatística X2
P (I, λ̂∗, â

2) tem distribuição assintótica qui-quadrado
com graus de liberdade com ajuste de Satterthwaite, dados por

glS =
(L− 1)(C − 1)

1 + â2
.

2.4.2.2.1 Análise de Resíduos

Se a hipótese nula de independência for rejeitada, os resíduos padronizados baseados no
plano amostral podem ser úteis para verificar os desvios com relação à H0. Esses resíduos são da
forma

êlc =
F̂lc

ep(F̂lc)
(2.52)

em que ep(F̂lc) é a raiz quadrada da variância estimada em (2.43). Quando há uma correlação
intra-classe positiva dentro dos conglomerados, estes resíduos tendem a ser menores que seus
correspondentes calculados assumindo amostragem aleatória simples.

2.4.2.3 Uma aplicação do teste de homogeneidade aos dados da Occupational Health
Care Survey

Na Finlândia, todo funcionário, público ou privado, é munido de um plano de saúde
ocupacional, em que o foco é a prevenção de doenças e problemas provenientes do trabalho
através do bem-estar físico, mental e social do indivíduo. Por lei, as empresas devem promover
métodos para garantir a segurança de seus funcionários, através da prevenção de doenças. Neste
contexto, a Occupational Health Care Survey é uma pesquisa por amostragem cujo objetivo é
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fiscalizar e avaliar o funcionamento da lei. Para isso, diversas formas de estudos podem ser feitos,
inclusive inferências analíticas dos dados obtidos por essa pesquisa.

A pesquisa OHC, na qual a população alvo tinha em torno de 2 milhões de funcionários
e mais de 100 mil empresas/indústrias, foi focada em estabelecimentos de todos os setores,
exceto da agricultura e da silvicultura, e seu desenho amostral é um exemplo de amostragem
estratificada por conglomerados em um e dois estágios. Além disso, no desenho da pesquisa OHC,
um número grande de conglomerados está disponível, os quais produzem efeitos perceptíveis
para diversas variáveis resposta. A descrição detalhada do desenho amostral da pesquisa OHC
pode ser encontrada em Lehtonen (1988).

Lehtonen e Pahkinen (2004) utilizaram os dados da pesquisa OHC para estudos com
diversos fins analíticos, entre eles testes de homogeneidade e independência para algumas
variáveis. A Tabela 2.14 apresenta estes dados categorizados por sexo e idade do pesquisado, e
funcionários com doenças crônicas e expostos a riscos para a saúde física de trabalho. Estes dados
provém de uma amostragem com 250 conglomerados e 5 estratos, e correspondem a um subgrupo
composto por 7841 empregados de empresas/indústrias com no mínimo 10 funcionários.

Tabela 2.14 – Dados da pesquisa OHC categorizados por sexo, idade e proporções (%) de pessoas com doenças
crônicas e de pessoas expostas a riscos para a saúde física de trabalho

Amostra Doença Riscos no
Sexo Idade n % Crônica Trabalho

Masculino 4485 57.2 29.3 46.0
Feminino 3356 42.8 29.2 19.4

Masculino 15-24 504 6.4 15.5 52.8
25-34 1355 17.3 19.8 50.8
35-44 1453 18.5 27.1 42.9
45-54 847 10.8 44.2 41.9
55-64 326 4.2 61.3 39.3

Feminino 15-24 418 5.3 16 19.1
25-34 993 12.7 18.9 18.9
35-44 1002 12.8 26.5 17.9
45-54 681 8.7 43.5 18.5
55-64 262 3.3 61.8 29.4

Ambos os 15-24 922 11.8 15.7 37.5
Sexos 25-34 2348 29.9 19.4 37.4

35-44 2455 31.3 26.9 32.7
45-54 1528 19.5 43.8 31.5
55-64 588 7.5 61.6 34.9

Total 7841 100 29.2 34.6
Fonte: Lehtonen e Pahkinen (2004)

Com o objetivo de verificar se as distribuições de frequência para os dois grupos,
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empresa pública e empresa privada, da váriavel categórica “Tipo de Empresa” se comportam de
maneira similar com relação às classes da variável “Risco no Trabalho”, foi testada a hipótese
de homogeneidade para esses grupos. A variável “Risco no Trabalho” foi categorizada, como
mostra a Tabela 2.15, em três classes com relação à seriedade dos riscos, em que a classe 3
refere-se aos casos mais graves.

Tabela 2.15 – Proporções na classes da variável “Riscos no Trabalho” em empresas públicas e em empresas privadas,
com o efeito do plano amostral nas celas entre parenteses

Riscos no Trabalho Tamanho
Tipo de Empresa 1 2 3 Total da Amostra

Empresa Pública 0.2939 0.3345 0.3716 1 1184
(2.02) (1.24) (1.74)

Empresa privada 0.3526 0.3216 0.3258 1 6657
(1.73) (1.23) (1.57)

Ambas 0.3437 0.3236 0.3327 1 7841
Fonte: Lehtonen e Pahkinen (2004)

A hipótese de homogeneidade de interesse éH0 : p1c = p2c, c = 1, 2, 3. Para o cálculo das
estatísticas de Wald são necessárias, primeiramente, as estimativas das matrizes de covariâncias
completas dos vetores p̂1 e p̂2, que são dadas por

V̂p(p̂1) = 10−5 ×




35.3394 −12.1408 −23.1986

−12.1408 23.3570 −11.2161

−23.1986 −11.2161 34.4148




e

V̂p(p̂2) = 10−5 ×




5.9177 −2.3978 −3.5200

−2.3978 4.0417 −1.6439

−3.5200 −1.6439 5.1639


 .

Como C − 1 = 2, são necessárias somente as primeiras submatrizes (2 × 2) das
estimativas V̂p(p̂1) e V̂p(p̂2), respectivamente, para o cálculo da estatística de Wald e dos ajustes
de Rao-Scott. A estatística de Wald baseada no plano, calculada como em (2.33), resulta em

X2
W (H) = 8, 62

com 2 graus de liberdade e p-valor igual a 0,0134.

As estatísticas de Wald F-corrigidas, definidas em (2.34) e (2.35), resultam em

FW1 =
245− 2 + 1

245× 2
× 8, 62 = 4, 29

com 2 e 244 graus de liberdade e p-valor gual a 0,0147, e

FW2 =
8, 62

2
= 4, 31
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com 2 e 245 graus de liberdade e p-valor igual a 0,0144. Pode-se notar que as estatísticas
corrigidas não causam grande efeito em X2

W (H). Isso se deve ao fato de não haver instabilidade,
ou seja, o número de unidades primárias (conglomerados) é suficientemente grande para a
estimação de V̂p(p̂1) e V̂p(p̂2).

A estatística clássica de Pearson, dada em (2.36), resulta em

X2
P (H) = 16, 93

com p-valor igual a 0,0002, mostrando que esta estatística é bastante liberal com relação a
X2
W (H), como esperado.

Para os diferentes ajustes de Rao-Scott, é necessário o cálculo das seguintes quantidades

D̂ =

[
2.01374 −0.03663

0.35554 1.23977

]
,

λ̂∗ =
tr(D̂)

2
= 1, 627,

2∑

c=1

λ̂2c = tr(D̂
2
) = 5, 566 e â2 =

2∑

c=1

λ̂2c
2× 1, 6272

− 1 =
5, 566

5, 294
=

0, 051.

Dessa forma, a estatística de Pearson com ajuste de primeira ordem de Rao-Scott, definida
em (2.37), é

X2
P (H, λ̂∗) =

16, 93

1, 627
= 10, 4

com p-valor igual a 0,0055.

O ajuste de Rao-Scott de primeira ordem F-corrigido para a estatística de Pearson,
ddefinido em (2.39), é

FX2
P (H, λ̂∗) =

10, 4

2
= 5, 2

com 2 e 244 graus de liberdade, e p-valor igual a 0,0061, indicando, novamente, que as estatísticas
sugeridas para os casos de instabilidade não produzem efeito significativo neste caso.

O ajuste de Rao-Scott de segunda ordem para a estatística de Pearson, definido em (2.38),
resulta em

X2
P (H, λ̂∗, â

2) =
10, 4

1 + 0, 051
= 9, 89

com glS = 2/(1 + 0, 051) = 1, 9 e p-valor igual a 0,0063.

Estes resultados mostram que as estatísticas de Pearson corrigidas são um pouco liberais
com relação à estatística de Wald baseada no plano amostral, indicando que esta estatística
funciona mais adequadamente neste caso.
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Tabela 2.16 – Resíduos padronizados baseados no plano amostral

Empresa Empresa
Riscos no Pública Privada
Trabalho ê1c ê2c

1 -2.79 2.79
2 0.78 -0.78
3 2.35 -2.35

Fonte: Lehtonen e Pahkinen (2004)

Como, ao nível de 5% de significância, os testes rejeitam a hipótese nula, o próximo
passo para uma investigação completa é analisar os resíduos padronizados baseados no plano
amostral para as três classes da variável “Riscos no Trabalho”, que se encontram na Tabela 2.16.

Os valores críticos referentes a α = 0.01 da distribuição N (0, 1) são -2,33 e 2,33. Como
os resíduos referentes às primeira e terceira classes estão fora deste intervalo, pode-se concluir
que, ao nível de 1% de significância, a hipótese nula foi rejeitada devido à essas duas classes.
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3 DESENVOLVIMENTO

Como um dos objetivos deste trabalho, foi feita, após a revisão bibliográfica de algumas
formas e métodos disponíveis na literatura para incorporar o esquema amostral em inferências
analíticas, um levantamento de exemplos com o objetivo de fazer um estudo e uma discussão
de trabalhos publicados em jornais, revistas ou periódicos, cujos assuntos abordados remetem
à teoria exposta na sessão anterior como por exemplo: a questão do uso dos pesos amostrais
na inferência dos parâmetros de um modelo de superpopulação; o impacto de ignorar o plano
amostral na análise dos dados; e a performance de algumas estatísticas para análises de tabelas
de contingência.

Foram escolhidos os trabalhos de Pfeffermann (1993), Holt, Smith e Winter (1980) e
Holt, Scott e Ewings (1980).

3.1 Exemplo 1

Antes de discutir o estudo feito por Pfeffermann (1993), segue um breve resumo sobre as
abordagens encontradas na literatura usadas para inferência em amostragem. São elas: inferência
baseada no desenho (design-based approach), inferência baseada em modelos (model-based
approach) e inferência baseada em modelos de superpopulação (model-assisted approach),
que é uma junção das duas anteriores.

A inferência baseada no desenho (amostragem clássica) em pesquisas amostrais considera
uma população finita U = {1, 2, . . . , N} da qual é selecionada uma amostra s = {1, 2, . . . , n}
segundo um plano amostral caracterizado por p(s), probabilidade de ser selecionada a amostra s.
Os valores y1, y2, . . . , yN de uma variável de interesse Y na população finita são considerados
fixos, entretanto desconhecidos. A partir dos valores y1, y2, . . . , yn observados na amostra são
feitas inferências a respeito de funções dos valores populacionais, como totais, médias etc. Nesta
abordagem, a aleatoriedade é introduzida pelo pesquisador no processo para obtenção dos dados,
através do planejamento amostral p(s) utilizado e as distribuições das estatísticas de interesse
são derivadas a partir dessa distribuição de aleatorização (p-distribution).

Uma alternativa à abordagem anterior é a abordagem baseada em modelos, em que um
modelo (de superpopulação) serve como base para a inferência sobre os parâmetros da população,
no contexto de pesquisas por amostragem. A diferença fundamental desta abordagem com a
outra é que os valores y1, y2, . . . , yN associados as N unidades da população são considerados
como realizações das variáveis aleatórias Y1, Y2, . . . , YN , tendo uma distribuição conjunta N -
dimensional ξ (ξ-distribution) e, consequentemente, a população é uma realização de um
processo aleatório, chamado modelo de superpopulação. O alvo da inferência, neste caso, é o
parâmetro θ do modelo de superpopulação f(y1, . . . , yN ;θ).
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Na abordagem baseada em modelos, a inferência decorre do modelo de superpopulação
e não a partir do desenho amostral. As propriedades dos estimadores são avaliadas através da
distribuição de Y para uma dada amostra, e não através da distribuição de Y sobre todas as
amostras possíveis. Ambas as abordagens podem ser encontradas com detalhes em Brus e Gruijter
(1997), Cassel, Särndal e Wretman (1977), Gregoire (1998), Smith (1976) e Särndal et al. (1978).

Na terceira abordagem, um modelo superpopulação é usado para descrever a distribuição
conjunta (ou condicional) das variáveis da pesquisa, levando em consideração as variáveis
auxiliares. Este modelo é então utilizado para desenvolver estimadores que, no entanto, tem
suas propriedades avaliadas no que diz respeito à distribuição de aleatorização p(s) gerado pelo
desenho da amostra (ξp-distribution).

Neste artigo, um dos principais objetivos de Pfeffermann (1993) foi, baseado em uma
pesquisa rigorosa da literatura, responder à duas perguntas:

• É possível justificar o uso dos pesos na inferência baseada em modelos? Se sim, sob quais
condições?

• É possível desenvolver diretrizes para saber como usar os pesos?

Primeiramente, Pfeffermann (1993) sugere verificar se o uso dos pesos amostrais podem
interferir ou não em uma análise, propondo um teste cujo objetivo é verificar se um plano amostral
é informativo ou não. Antes de descrever as características de um plano amostral informativo,
considere, como feito ao longo deste trabalho, uma população finita de tamanho N na qual
tem-se interesse em uma característica Y . Sejam y = (y1, y2, . . . , yN)′ o vetor (N × 1) de
dados completos correspondentes aos valores da característica Y das N unidades da população,
ys = (y1, y2, . . . , yn)′ o vetor (n× 1) que representa o conjunto de dados observados ou medidos
da característica Y para as n unidades que pertencem à amostra s e π = (π1, π2, . . . , πN) o vetor
(N × 1) formado pelas probabilidades dos indivíduos da população serem incluídos na amostra.

Segundo Ravines (2003), após propor ummodelo, deve-se analisar se as probabilidades de
seleçãoπ dos elementos da população estão relacionadas com a variável resposta y, condicionada
às covariáveis x do modelo. Se essa relação existe, então, o desenho amostral é informativo. Se o
desenho amostral é informativo, a distribuição dos valores na amostra, fs(yi|x,θ), é diferente da
sua distribuição na população, fp(yi|x,θ). Quando fs(yi|x,θ) e fp(yi|x,θ) são iguais, os dados
não observados não fornecem informação adicional ao modelo proposto e o desenho amostral é
ignorável ou não informativo.

Exemplos de amostragem informativa podem ser encontrados em estudos ecológicos,
sociais, da saúde pública e em pesquisas onde as unidades são selecionadas com probabilidades
proporcionais aos seus valores. Na amostragem estratificada e na amostragem por conglomerados,
por exemplo, as unidades da amostra final são, geralmente, selecionadas com probabilidades
desiguais. Se essas probabilidades estão correlacionadas com as variáveis respostas, o desenho
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torna-se informativo e o modelo apropriado para se ajustar aos dados amostrais é diferente do
modelo para se ajustar aos dados populacionais (PFEFFERMANN; MOURA; SILVA, 2006).

Para testar se um plano amostral é ignorável, Pfeffermann (1993), baseado nos resultados
de Hausman e Wise (1981), propõe um teste que, considerando um modelo com k parâmetros
θ = (θ1, θ2, . . . , θk), θ̂ o estimador de máxima verossimilhança de θ e θ̂MPV o estimador de
máxima pseudo-verossimilhança de θ, em que os pesos são incluídos na estimação, e supondo
que V (θ̂) e V (θ̂MPV ) são as correspondentes variâncias de θ̂ e θ̂MPV , respectivamente, tem-se
sob a hipótese nula de que o plano é não-informativo, a estatística

T = (θ̂MPV − θ̂)[V (θ̂MPV )− V (θ̂)]−1(θ̂MPV − θ̂)′

que tem distribuição qui-quadrado com k graus de liberdade.

Exemplos dos efeitos de ignorar planos informativos incluem os trabalhos de citeonli-
nedemets e Nathan e Holt (1980), que estudaram as propriedades dos estimadores de mínimos
quadrados ordinários (MQO) quando a seleção da amostra é baseada nos valores de uma variável
amostral Z que é correlacionada com a variável dependente Y , e os trabalhos de Hausman e Wise
(1981) e Jewell (1985), que consideraram situações em que as probabilidades de seleção depen-
diam diretamente da variável dependente Y . Ambos os estudos indicaram que os estimadores de
MQO dos coeficientes de regressão, os quais não incorporam os pesos, podem ser severamente
viciados. Já Chambless e Boyle (1985) fizeram um estudo empírico sobre os efeitos de ignorar o
desenho amostral na estimação de um modelo de regressão logística. Os autores usaram dados da
Lipid Research Clinics Program Prevalence Study (LRCPPS). A LRCPPS usa uma amostra
aleatória estratificada desproporcional nos estratos definidos pela raça e pela zona de lípidios. A
variável dependente na análise é novamente definida pelos níveis da zona de lípidios. Os autores
descobriram que quando o modelo logístico é estimado ignorando o desenho (isto é, partindo do
princípio de amostragem aleatória simples), a estimativa do intercepto tem um vício substancial.

Os estudos citados anteriormente são exemplos de que a inferência analítica deve levar
em consideração o fato do plano amostral ser informativo e que os pesos amostrais tem um
papel relevante na análise. Mas de que forma o uso dos pesos amostrais protegem contra planos
informativos e má especificação do modelo?

Na Seção 2.3.2, foi definido que a solução θU das equações de verossimilhança popu-
lacional é o estimador de máxima verossimilhança de θ no caso de um censo. Pfeffermann
(1993) define θU como uma Quantidade Descritiva Populacional Correspondente (QPDC) a θ,
sobre a qual se deseja fazer inferências com base em informações da amostra. Na abordagem de
modelos de superpopulação para fazer inferências analíticas, postula-se um modelo como na
abordagem clássica e a inferência é direcionada aos parâmetros do modelo. Porém, em vez de
achar um estimador ótimo sob o modelo (estimador de mínimos quadrados ordinários), acha-se
um estimador na classe dos estimadores consistentes para a QDPC, em que a consistência é
referida à distribuição de aleatorização do estimador. A definição de QDPC dada por Pfeffermann
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(1993) é semelhante às definições dadas por Binder (1983), Godambe e Thompson (1986) e
Skinner, Holt e Smith (1989).

Mas porque usar a QDPC? Segundo Pfeffermann (1993), a resposta é robustez. Pessoa e
Silva (1998) explicam o porquê essa abordagem oferece maior robustez considerando dois casos.

• Caso 1: o modelo para a população é adequado.

Então, quandoN →∞, a QDPC θU converge para o parâmetro θ, isto é, θU −θ → 0 em
probabilidade, segundo a distribuição de probabilidades do modelo ξ. Se θMPV for consistente,
então quandon→∞,θMPV −θU → 0 em probabilidade, segundo a distribuição de aleatorização
p. Juntando essas condições, θMPV → θ em probabilidade segundo a mistura ξp.

• Caso 2: o modelo para a população não é adequado.

Neste caso, o parâmetro θ não tem interpretação significante, porém a QDPC θU é
definida na população finita (real) com interpretação clara, independente da validade do modelo.
Como θMPV é consistente para a QDPC θU , a inferência baseada no procedimento MPV segue
válida para este parâmetro, independente da inadequação do modelo para a população.

Assim, a principal conclusão desse estudo é que os pesos amostrais podem ter uma função
crucial em dois aspectos diferentes no processo de modelagem. São eles:

• Proteger contra planos amostrais informativos e não-ignoráveis, que poderiam introduzir
ou causar vícios;

• Proteger contra a má especificação do modelo;

Outras referências nessa linhagem de estudo são Asparouhov e Muthen (2007), Brewer
(1999), Chambers (2003), Little (2011), Pfeffermann (2011), Pfeffermann, Krieger e Rinott
(1998b) e Sugden e Smith (1984).

3.2 Exemplo 2

Neste artigo, a abordagem utilizada por Holt, Smith e Winter (1980) é a baseada em
modelos, e discute a principal forma que um analista, desconhecendo a estrutura da população (ou
até ciente disto, mas desconhecendo a forma de análise correta), usaria para ajustar um modelo
de regressão linear normal, que é o método dos mínimos quadrados ordinários. Alternativamente,
propõe um estimador de máxima verossimilhança que leva em consideração os efeitos da seleção
através dos valores de uma variável auxiliar Z, conhecida para todos os elementos da população,
e sua relação com as variáveis do modelo.
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O caso de usar o método dos mínimos quadrados ordinários e ignorar a estrutura da
população baseia-se nas seguintes pressuposições. Assume-se que uma população finita de N
unidades é uma amostra aleatória simples de tamanho N de uma população infinita. Os dados
populacionais podem ser ajustados por uma regressão da forma

Y = Xβ + ε (3.1)

em que Y é um vetor N × 1, X é uma matriz N × p, β é um vetor p× 1 de parâmetros a ser
estimados e o vetor de erros ε tem a propriedade E(ε|X) = 0. Uma amostra de tamanho n
é retirada da população segundo um plano amostral p(s). O planejamento amostral não está
relacionado à variável Y e assume-se que esse fato pode ser ignorado na inferência do modelo
(3.1). Se V (ε|X) = σ2I, o método dos mínimos quadrados é apropriado para a análise. Porém,
se V (ε|X) 6= σ2I, o método dos mínimos quadrados generalizados deve ser empregado.

Contudo, Holt, Smith e Winter (1980) explicam que, uma vez que o plano amostral foi
escolhido e a amostra desenhada, as probabilidades de seleção não constam na inferência baseada
em modelos, mas a seleção da amostra desempenha um papel fundamental. A maneira mais
óbvia na qual a seleção da amostra afeta a inferência é em termos de eficiência.

Em pesquisas amostrais, as unidades populacionais serão, geralmente, conglomerados
em que os elementos dentro desses conglomerados são correlacionados. O efeito desse tipo de
correlação foi estudado por Kish e Frankel (1974) e a conclusão foi que para uma correlação
intra conglomerados positiva, as variâncias amostrais são infladas.

Uma das pressuposições do modelo (3.1) para que o método dos mínimos quadrados
seja aplicado é que E(ε|X) = 0. Neste caso, o plano amostral é não-informativo. Entretanto,
se a seleção da amostra for baseada na variável dependente Y ou na variável independente X ,
este método não será satisfatório. Por exemplo, considerando uma regressão linear simples de
Y em X e supondo que a amostra é selecionada com base em valores conhecidos da variável
dependente Y escolhendo todas as unidades de forma que Y > Y ∗, para dado Y ∗, então, uma
unidade em que X = X∗ estará na amostra somente se Y > Y ∗, isto é, βX∗ + ε > Y ∗ ou
ε > Y ∗ − βX∗. Assim, E(ε|X∗) 6= 0 em geral por causa do truncamento envolvido na seleção.

Uma situação intermediária entre uma seleção baseada em Y e uma baseada emX ocorre
quando a seleção é baseada em uma variável auxiliar Z correlacionada com Y e X mas que não
aparece na equação de regressão. Novamente, este fato leva a E(ε|X) 6= 0. Existem casos em
que a variável Z deve ser incluída no modelo como uma variável regressora, levando ao modelo

Y = βY X·ZX + βY Z·XZ + ε,

mas para esses casos os métodos padrões se aplicam. O interesse de Holt, Smith e Winter (1980)
é somente na regressão de Y em X , sendo Z apenas uma variável conhecida na população
disponível para o planejamento, mas que não exerce nenhum papel na estrutura causal do modelo.
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Por exemplo, ao estudar a relação entre nível de escolaridade e renda, os impostos pagos no ano
anterior podem estar disponíveis mas não seriam usados na regressão

Y = βY XX + ε,

que é o modelo de interesse.

Os valores da variável Z podem ser escritos como uma matriz Z, N × p, a qual resume a
informação disponível antes da coleta e é usada para determinar o planejamento amostral p(s)
que, neste caso, pode ser escrito como p(s|Z). O plano amostral levará informações sobre as
variáveis da pesquisa através da sua relação com as variáveis auxiliares.

Seguindo Pearson (1903), Holt, Smith e Winter (1980) assumem que estão lidando com
uma distribuição normal multivariada, em que a população finita é uma amostra aleatória dessa
distribuição. As variáveis podem ser divididas dentro de três grupos: as variáveis respostas Y, as
variáveis regressoras X e as variáveis auxiliares Z. O vetor de médias e a matriz de covariâncias
da superpopulação normal multivariada podem ser particionadas como

µ =



µY

µX

µZ


 e Σ =




ΣY Y ΣY X ΣY Z

ΣXY ΣXX ΣXZ

ΣZY ΣZX ΣZZ


 .

O parâmetro a ser estimado é a matriz de coeficientes βY X da regressão multivariada
de Y em X dada por βY X = ΣY XΣ−1XX . Dada uma amostra de n unidades selecionada usando
p(s|Z), Holt, Smith e Winter (1980) derivaram um estimador de máxima-verossimilhança para
βY X . Se nSjk é a soma de quadrados não-ponderada correspondente a Σjk e NΣ̂XX é a soma
de quadrados baseada em todas asN observações, então o estimador de máxima verossimilhança
de βY X é

β̂Y X = {SY X + SY ZS−1ZZ(Σ̂ZZS−1ZZ − I)SZX}{SXX + SXZS−1ZZ(Σ̂ZZS−1ZZ − I)SZX}−1.

Holt, Smith e Winter (1980) chamam atenção para o fato de que qualquer ajuste para
a seleção da amostra ocorre através dos valores da variável auxiliar Z na população finita e
na amostra, e não através do planejamento p(s|Z). As inferências são analíticas e baseadas na
distribuição especificada pelo modelo (model-based approach). Para fins de inferência, o plano
amostral traz informações apenas através dos valores contidos na matriz Z, que é conhecida
pelo analista. Consequentemente, p(s|Z) não traz nenhuma informação extra e é neste sentido
que o planejamento amostral é não-informativo para a inferência baseada em modelos. Não é o
planejamento amostral, mas sim a maneira que a variável auxiliar é usada que importa. Embora
o planejamento amostral seja não-informativo, os valores de Z nas unidades selecionadas pelo
plano amostral afetam a inferência através da sua relação com as variáveis do modelo.

Para investigar as propriedades dos dois precedimentos de análise, foi feito um estudo de
simulação envolvendo seis planos amostrais diferentes. A principal conclusão de Holt, Smith
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e Winter (1980) foi que a seleção da amostra exerce um papel fundamental na inferência em
modelos de regressão. O estimador de mínimos quadrados ordinários é viesado quando o desenho
amostral envolve probabilidade de seleção desigual. O viés pode ser grave sendo mais do que 10%

do valor estimado e muito maior que o erro padrão do estimador. Em planos com probabilidade
igual de seleção dos elementos, entretanto, o estimador de mínimos quadrados ordinários se
comportou bem. O estimador de máxima-verossimilhança teve um comportamento satisfatório
nas duas situações. Um estudo com conclusões semelhantes também pode ser encontrado em
Nathan e Holt (1980).

3.3 Exemplo 3

Como tem sido visto ao longo deste trabalho, considerar observações de pesquisas
complexas como sendo independentes é, quase que sempre, irrealista. Neste artigo, Holt, Scott e
Ewings (1980) abordam o efeito de correlações entre os elementos da amostra sobre o desempenho
dos testes qui-quadrado padrões utilizados para testar bondade de ajuste, homogeneidade e
independência.

No caso do teste de bondade de ajuste, na Seção 2.4.1 foram apresentadas algumas
possíveis correções para a estatística qui-quadrado. Porém, em Holt, Scott e Ewings (1980)
encontra-se uma outra possibilidade de correção, mas que também aparecem nos trabalhos de
Fellegi (1980) e Lehtonen e Pahkinen (2004). Trata-se de um ajuste simples de EPA médio à
estatística qui-quadrado de Pearson (2.19) para bondade de ajuste. Esta correção, assim como a
correção de primeira ordem de Rao-Scott, é bastante útil quando não é possível obter ou não está
disponível uma estimativa completa de V̂ p, pois não é necessária nenhuma informação dessa
matriz além da diagonal.

A correção de EPA médio baseia-se nos efeitos univariados de plano amostral estimados
d̂k das estimativas p̂k e é obtida dividindo o valor observado da estatística (2.19) pela média dos
efeitos univariados de plano amostral:

X2
P (d̂∗) =

X2
P

d̂∗
(3.2)

em que d̂∗ =

∑K
k=1 d̂k
K

é um estimador da média d̄ dos efeitos de plano amostral desconhecidos,

e d̂k = EPAkish(p̂k).

Para investigar as performances das estatísticas na prática, realizou-se um estudo empírico
com dados de duas pesquisas de grande porte, a primeira é aGeneral Household Survey (GHS)
e a segunda é a British Election Survey (BES), com o objetivo de investigar as performances de
X2
P e X2

P (d̂∗), e avaliar o tamanho real dos testes, ou seja, verificar qual nível de significância
esses testes alcançam (em oposição a um nível de significância nominal de 5%).
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As Tabelas (3.1) e (3.2) mostram os resultados para as variáveis da GHS e da BES,
respectivamente. Estes resultados mostram claramente que o teste qui-quadrado baseado na
suposição de que as observações são independentes pode gerar conclusões tão enganosas que
parece haver utilidade nenhuma em realizá-lo sem fazer as devidas modificações. Mostram
também que o tamanho real de cobertura é muito maior para variáveis como G1 que tem um EPA
alto. A modificação é bastante satisfatória em todos os casos e parece substituir adequadamente o
teste de Wald se as variâncias das celas estiverem disponíveis.

Tabela 3.1 – Níveis de significância estimados (%) em oposição a um nível de significância nominal de 5% no teste
de bondade de ajuste para os dados da GHS

Variável g.l. d̄ X2
P X2

P (d̂∗)

G1 3 3,27 48 6
G2 2 3,42 41 5
G3 3 2,54 37 6
G4 3 2,17 30 6
G5 9 1,23 16 7
G6 3 1,48 16 6
G7 6 1,29 15 6
G8 9 1,19 14 6
G9 5 1,14 10 7
G10 2 1,26 10 5
G11 4 1,01 6 6
G12 1 1,13 6 5
G13 3 1,02 6 5
Fonte: Holt, Scott e Ewings (1980)

Com relação ao teste de homogeneidade, Holt, Scott e Ewings (1980) avaliaram as perfor-
mances das estatísticas X2

P (H) e X2
P (H, λ̂∗), apresentadas em (2.36) e (2.37), respectivamente,

utilizando uma amostra de 1000 famílias da GHS em cinco desenhos amostrais diferentes. Os
desenhos considerados foram:

• A: Amostragem em dois estágios com probabilidade proporcional ao tamanho com 50
unidades primárias de amostragem e 20 observações por unidade primária.

• B: Amostragem em dois estágios com probabilidade proporcional ao tamanho com 100
unidades primárias de amostragem e 10 observações por unidade primária.

• C: Amostragem em dois estágios com probabilidade proporcional ao tamanho com 200
unidades primárias de amostragem e 5 observações por unidade primária.

• D: Amostragem aleatória simples com 1000 observações.

• E: Amostragem estratificada com alocação proporcional usando os 141 estratos originais
da GHS.
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Tabela 3.2 – Níveis de significância estimados (%) em oposição a um nível de significância nominal de 5% no teste
de bondade de ajuste para os dados da BES

Variável g.l. d̄ X2
P X2

P (d̂∗)

B1 3 3,38 50 6
B2 3 2,97 44 6
B3 3 1,93 26 6
B4 12 1,26 19 6
B5 4 1,43 17 6
B6 4 1,43 17 5
B7 3 1,55 17 5
B8 2 1,57 16 5
B9 2 1,34 12 5
B10 2 1,32 11 5
B11 3 1,19 10 5
B12 2 1,25 10 5
B13 10 1,13 10 6
B14 5 1,13 8 5
B15 1 1,29 8 5
B16 1 1,06 6 5
Fonte: Holt, Scott e Ewings (1980)

Os planos amostrais D e E foram inclusos apenas com o propósito de comparação, pois
raramente são utilizados. Os resultados para a estatística modificada foram bastante satisfatórios
com os níveis de significância variando sempre entre 5% e 6%. Os resultados para a estatística
qui-quadrado padrão de algumas variáveis da GHS encontram-se na Tabela (3.3) para todos os
pares possíveis de desenhos.

Tabela 3.3 – Níveis de significância estimados (%) em oposição a um nível de significância nominal de 5% no teste
de homogeneidade para os dados da GHS

Desenhos
Variável AA AB AC AD AE BB BC BD BE CC CD CE DD DE EE

G4 51 43 38 34 32 32 26 19 18 17 11 10 5 5 4
G2 48 40 35 30 29 29 23 18 17 15 11 10 5 4 4
G7 38 32 27 23 22 22 17 13 13 12 8 8 5 5 4
G3 49 40 36 30 29 29 23 18 16 15 11 10 5 4 4
G11 30 23 21 18 17 17 14 10 10 10 7 7 5 5 5
G8 39 33 28 23 22 22 17 13 12 12 9 9 5 5 5
G6 30 24 22 18 18 17 14 12 11 11 8 8 5 5 4

Fonte: Holt, Scott e Ewings (1980)

Levando em consideração o plano amostral B, a Tabela (3.4) mostra o que acontece
com o nível de significância do teste qui-quadrado padrão quando o mesmo desenho amostral é
utilizado para l regiões (ou populações) diferentes.
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Tabela 3.4 – Níveis de significância estimados (%) em oposição a um nível de significância nominal de 5% no teste
de homogeneidade para o desenho amostral B com várias populações

Número de populações
g.l. λ̂∗ 2 3 4 5 10

G2 2 2,46 29 42 56 59 85
G3 3 2,13 29 45 52 61 86
G11 4 1,45 17 22 27 31 79

Fonte: Holt, Scott e Ewings (1980)

A principal característica dos resultados é a severa distorção que pode ocorrer com
qualquer um dos planos complexos A, B e C. Assim, toda aplicação do teste de homogeneidade
baseado na suposição de que as observações são independentes devem ser vistos com grande
desconfiança. Os resultados tornam-se ainda piores quando o teste é feito em mais de duas
populações. Neste caso, o nível sobe progressivamente à medida que o número de populações
aumenta.

Tabela 3.5 – Níveis de significância estimados (%) em oposição a um nível de significância nominal de 5% no teste
de independência para os dados da GHS

Variável g.l. λ̂∗ X2
P (I) X2

P (I, λ̂∗)

G1 × G2 3 1,96 26 6
G1 × G3 3 2,04 28 5
G1 × G4 6 1,96 62 6
G1 × G8 6 1,57 23 6
G1 × G9 15 0,93 5 7
G1 × G10 6 0,92 4 5
G1 × G12 3 1,06 6 5
G1 × G13 9 0,87 3 5
G2 × G3 1 1,99 16 5
G2 × G4 2 1,97 22 5
G2 × G8 2 1,24 9 5
G2 × G9 5 0,91 4 5
G2 × G10 2 0,97 5 5
G2 × G12 1 0,99 5 5
G2 × G13 3 0,93 4 5

Fonte: Holt, Scott e Ewings (1980)

Com relação ao teste de independência, comparou-se, além do teste qui-quadrado usual,
algumas estatísticas de teste modificadas, entre elas X2

P (I, λ̂∗) definida em (2.49). Holt, Scott
e Ewings (1980) mostram que os resultados obtidos são bem menos vulneráveis que os testes
correspondentes para homogeneidade e bondade de ajuste, mas que, de qualquer forma, não
deixam de merecer atenção. Uma parte dos resultados obtidos é mostrado na Tabela (3.5).
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4 CONSIDERAÇÕES FINAIS

Neste trabalho foram estudados vários trabalhos que tratam da incorporação do esquema
amostral em análises analíticas de dados provenientes de pesquisas de grande porte, em particular
em análises de regressão e alguns testes de hipóteses para tabelas de contingência.

Foram apresentados dois conceitos que avaliam o impacto de ignorar o plano amostral
na análise dos dados. O primeiro foi o Efeito do Plano Amostral, que mede o efeito de plano
amostral sobre a variância de um estimador, e o segundo foi o Efeito do Plano Amostral Ampliado,
que mede o efeito de ignorar o plano amostral no estimador da variância usado para medir a
precisão do estimador após a seleção da amostra. Analisando o trabalho de Cunha, Araújo e Lima
(2015), por exemplo, conclui-se que estes dois conceitos auxiliam bastante o pesquisador antes
e/ou depois da coleta dos dados, mostrando o quanto a estimativa da variância de um estimador
baseada na suposição de que a amostra é IID subestima ou superestima a verdadeira estimativa
de variância.

No que diz respeito à classe de modelos de regressão, foi apresentado ummétodo chamado
Método de Máxima Pseudo-Verossimilhança, no qual os pesos amostrais são incorporados na
análise através das equações de estimação dos parâmetros e da matriz de covariância dos
estimadores. Neste método, o desenho amostral também é incorporado através da expressão para
a variância do total dos escores sob o plano amostral, em que as propriedades do plano amostral
estão contidas em πi e πij .

Quanto às informações disponíveis para a análise, foi visto que elas exercem papel crucial
na estimação. O método de análise escolhido pelo pesquisador analista depende das informações
que ele tiver acesso. Analisando o estudo de Holt, Smith e Winter (1980), conclui-se que se
o pesquisador não tiver acesso a nenhuma informação sobre o plano amostral utilizado na
pesquisa e objetivar o ajuste de um modelo de regressão linear normal aos dados, ele pode até
fazer o ajuste através do Método dos Mínimos Quadrados, porém deve estar ciente de que este
método poderá levar a estimativas viciadas tanto para os coeficientes dos parâmetros quanto para
seus respectivos estimadores de variância, produzindo conclusões errôneas. Se o pesquisador
não possuir informações sobre o desenho amostral mas tiver informações sobre os pesos dos
elementos contidos na amostra, ele pode optar por usar o Método dos Mínimos Quadrados
Ponderados, o qual pode produzir boas estimativas dos coeficientes, porém o mesmo não ocorrerá
com as estimativas de variância desses coeficientes.

No que diz respeito às análises em tabelas de contingência, foram apresentados alguns
testes de hipóteses para bondade de ajuste, homogeneidade e independência encontrados na
literatura que incorporam o esquema amostral nas estatísticas de teste.

Foi visto que o teste qui-quadrado clássico de cada uma das três hipóteses, ou seja, o
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teste baseado na suposição de que as observações são independentes, pode ser muito enganoso.
Analisando o estudo de Holt, Scott e Ewings (1980), conclui-se que o efeito de correlação entre
as observações é bastante severo para os testes de bondade de ajuste e homogeneidade, e menos
severo para o teste de independência.

Neste trabalho, foi feita uma revisão bibliográfica como forma de colaborar com os
estudos nessa área de pesquisa. Espera-se que trabalhos futuros possam ser feitos aplicando uma
ou algumas das técnicas apresentadas neste trabalho em dados agronômicos, o que é perfeitamente
possível. Tais trabalhos também podem incluir: como fazer análise de resíduos para modelos de
regressão, análise de modelos log-lineares em tabelas de contingência e inferência sobre modelos
hierárquicos, todos com dados provenientes de amostras complexas.
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