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RESUMO

ZABANOVA, T. Regularizacao social em sistemas de recomendacao com filtragem colabo-
rativa. 2019. 67 p. Dissertacdo (Mestrado em Estatistica — Interinstitucional de P6s-Graduacao
em Estatistica) — Instituto de Ciéncias Matematicas e de Computacdo, Universidade de Sao
Paulo, Sao Carlos — SP, 2019.

Modelos baseados em fatoracdo de matrizes estdo entre as implementacdes mais bem sucedidas
de Sistemas de Recomendagdo. Neste projeto, estudamos as possibilidades de incorporacdo de
informacgdes provindas de redes sociais, para melhorar a qualidade das predi¢cdes do modelo
tanto em modelos tradicionais de Filtragem Colaborativa, quanto em Filtragem Colaborativa

Neural.

Palavras-chave: Sistema de Recomendacdo, Filtragem Colaborativa, Fatoragao de Matrizes, Re-

gularizacdo Social, Filtragem Colaborativa Neural.






ABSTRACT

ZABANOVA, T. Social regularization in recommender systems with collaborative filtering.
2019. 67 p. Dissertacao (Mestrado em Estatistica — Interinstitucional de P6s-Graduacdo em

Estatistica) — Instituto de Ciéncias Matematicas e de Computagdo, Universidade de Sao Paulo,
Sao Carlos — SP, 2019.

Models based on matrix factorization are among the most successful implementations of Rec-
ommender Systems. In this project, we study the possibilities of incorporating the information
from social networks to improve the quality of predictions of the model both in traditional

Collaborative Filtering and in Neural Collaborative Filtering.

Keywords: Recommender System, Collaborative Filtering, Matrix Factorization, Social Regu-

larization, Neural Collaborative Filtering.
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CAPITULO

INTRODUCAO

Atualmente, € oferecida ao consumidor uma imensa variedade de produtos e servigos,
tornando dificil fazer uma escolha. Os sistemas de recomendacdo sd@o uma ferramenta vital para
auxiliar os usudrios a tomar decisdes com mais facilidade em um grande nimero de dreas, do
comércio digital a redes sociais e industria de entretenimento. Estes sistemas criam um modelo
para as preferéncias de cada usudrio (JANNACH et al., 2010), de modo a recomendar uma
selec@o de produtos ou servigos que provavelmente serd desejavel, com base no comportamento
dos usudrios (cliques, visualizacdes, likes, avaliagcdes, etc.) e nivel de satisfacao destes com os
produtos (LU et al., 2015).

Exemplos de uso bem sucedido de sistemas de recomendagdo podem ser encontrados
em websites de comércio digital, como a Amazon, recomendac¢des de filmes em Netflix e
muitos outros. Devido ao seu potencial, sistemas de recomendagdo atrairam bastante aten¢ao nas
comunidades de minera¢do de dados (BELL; KOREN; VOLINSKY, 2007; KOREN, 2008) e
machine learning (SALAKHUTDINOV; MNIH, 2007).

Uma das principais ideias ligadas ao sucesso dos Sistemas de Recomendacao € a Fil-
tragem Colaborativa (SU; KHOSHGOFTAAR, 2009), uma classe de métodos que parte dos
seguintes pressupostos. Primeiro, o comportamento futuro de um consumidor pode ser previsto
com base no seu comportamento no passado. Segundo, a avaliagdo que um consumidor faz de
um produto provavelmente serd similar a de um produto similar. Entao, precisamos responder a

seguinte questdo: como determinar os grupos de consumidores e produtos similares?

Os métodos da ultima década que abordaram com mais sucesso esta pergunta se baseiam
em fatoracdo de matrizes (KOREN; BELL; VOLINSKY, 2009), método popularizado pela
competicao "Netflix Prize". Nestes métodos, os usudrios e os produtos sdao projetados em um
mesmo sub-espaco vetorial, e a distancia euclidiana é usada como medida de similaridade. Ja
o produto interno entre a projecao de um consumidor e a projecdo de um produto corresponde

a uma aproximacao da avaliacdo deste produto por este consumidor. Mais recentemente, para
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modelar de forma mais flexivel a interacio entre os usudrios e os produtos, foi proposto o uso de

Redes Neurais para Filtragem Colaborativa (HE et al., 2017).

Visando melhorar a experiéncia do usudrio, muitos sites criam redes sociais proprias.
As informacdes provindas destas Redes Sociais, tais como informagdes sobre os amigos de
um usudrio, seu nivel de confianca nos seus contatos e as atividades destes no site, podem ser
usadas para melhorar o poder preditivo do Sistema de Recomendacao, com o objetivo de fornecer
recomendacdes melhores e mais personalizadas para cada usuario (MASSA; AVESANI, 2004;
MA et al., 2011; TANG et al., 2013).

Em (MA et al.,2011), especificamente, € proposto um método de recomendagdo com base
em similaridade entre um usudrio e seus amigos na rede social, que € incorporada ao processo
de Filtragem Colaborativa. Neste projeto, queremos implementar e desenvolver algumas das
metodologias descritas em Ma et al. (2011), e também propor novos métodos, em particular

incorporando as informacdes provenientes da rede social a Filtragem Colaborativa Neural.
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CAPITULO

VISAO GERAL DAS ESTRATEGIAS DE
RECOMENDACAO

Neste capitulo, vamos brevemente listar algumas estratégias de recomendag¢do e motivar

o uso de informacdes provindas de redes sociais para melhorar a qualidade das recomendacdes.

Sistemas de recomendacdo se baseiam em varios tipos de informacao. Destes, o mais
conveniente € a avaliacdo explicita, em que usudrios informam diretamente o seu nivel de
satisfacdo com os produtos. Exemplos tipicos de avaliacdo explicita incluem likes em uma
postagem nas redes sociais, e também avaliacdes de 0 a 5 estrelas de um determinado produto
ou servigo. Contudo, este tipo de dado nem sempre estd disponivel, e entdo precisamos inferir
as preferéncias dos usudrios a partir de avaliagdes implicitas, muito mais abundantes. Uma
avaliacdo implicita € aquela que ndo demonstra uma preferéncia 6bvia pelo produto. Exemplos

destas incluem histérico de compras e padrdo de buscas.

Para gerar uma recomendacao a partir das informacdes disponiveis, existem trés abor-
dagens basicas (ADOMAVICIUS; TUZHILIN, 2005). A primeira € a Filtragem de Conteudo
(ILLIG et al., 2007; BARRAGANS-MARTINEZ et al., 2010), na qual se cria perfis que caracte-
rizam todos os usudrios e produtos. Estes perfis permitem associar usudrios a produtos. A grande
dificuldade desta abordagem estd em montar os perfis, ja que isso requer coletar informagdes

externas - o que pode nao ser trivial.

A alternativa a Filtragem de Contetido se baseia somente no histérico do comporta-
mento do usudrio. Esta abordagem é conhecida como Filtragem Colaborativa (BELLOGIN;
CASTELLS; CANTADOR, 2013; CHANG; HSTAO, 2011) e é a mais popular e mais ampla-
mente utilizada hoje em dia (G.CAMPANA; DELMASTRO, 2017). Na Filtragem Colaborativa,
analisam-se as relagdes entre usudrios e produtos para identificar novas relacdes entre estes.
A suposicao bdsica por tras deste método € que pessoas de gostos similares terdo padroes de

avaliacdo semelhantes. As duas principais dreas da Filtragem Colaborativa sdo métodos de
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vizinhanca e modelos de fator latente.

Tal como a filtragem de contetdo, a Filtragem Colaborativa possui algumas limitacdes
(SHAMBOUR; LU, 2012). Por exemplo, temos o problema de “cold start”, quando temos um

usudrio ou produto sem histérico de informagdes no sistema.

Finalmente, podemos combinar as duas abordagens (ADOMAVICIUS; TUZHILIN,

2005), de modo a minimizar os problemas e falhas inerentes a cada uma delas.

2.1 Filtragem Colaborativa

2.1.1 Meétodos de vizinhanca

Meétodos de vizinhanca, também conhecidos como métodos baseados em memoria, fazem
a previsdo da avaliacdo de um produto p por um usudrio ¢ com base em avaliagdes de p de
usudrios similares a ¢ (usudrio-usudrio), ou com base em avaliacdes de produtos similares a p
feitas por ¢ (produto-produto). A similaridade entre os usudrios ou produtos € calculada com

base nas avaliacdes feitas.

A abordagem produto-produto mostra melhor escalabilidade e maior precisdao. Além
disso, ela € mais facil de explicar e justificar ao usudrio, ja que este conhece os produtos ja

avaliados, mas nio conhece os tais “usuarios similares”.

Um método de vizinhanga classico € o kNN (k-nearest neighbors). Este método pode
ser visto como uma generalizac@o dos classificadores kNN (AGGARWAL, 2016) e consiste em
medir a similaridade entre perfis de usudrios do sistema para selecionar os k mais préximos ao
usudrio c. Os produtos com alto indice de aprovacgdo entre estes usudrios mais proximos sao
recomendados para c. Uma ampla gama de medidas de similaridade foi proposta para ser usado
em métodos de vizinhanca. Destas, a Correlagdo de Pearson € a que parece fornecer os melhores
resultados (HERLOCKER; KONSTAN; RIEDL, 2002).

O principal problema dos métodos de vizinhancga é o elevado custo computacional
(G.CAMPANA; DELMASTRO, 2017), j4 que precisamos calcular as similaridades entre todos
os pares de usudrios ou de produtos. Além disso, temos o problema de escalabilidade, ja que
para fazer uma Unica previsao, precisamos processar todos os dados. A esparsidade das bases
de dados atuais, em que cada usudrio avalia uma fracdo infinitesimal do conjunto de milhdes
de produtos € um outro grande desafio, ja que dificulta, ou mesmo impossibilita o cdlculo da

similaridade entre dois usudrios.

2.1.2 Meétodos de fator latente

Diferentemente dos modelos baseados em vizinhang¢a, métodos baseados em modelos

usam as avaliacdes observadas para treinar um modelo, e depois utilizam este modelo para prever
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as avaliacdes. Normalmente, estes modelos tentam explicar as avaliagdes caracterizando usudrios
e produtos por um certo nimero de varidveis inferidas dos padrdes de avaliagdo, os chamados
fatores latentes. Assumimos que um numero relativamente pequeno de fatores influencia as
preferéncias do usudrio, e que as preferéncias de cada usudrio dependem de quanto cada fator se
aplica a um dado usudrio. Estes fatores podem ou ndo ter uma interpretagdo pratica. Uma forte

correspondéncia entre um produto € um usudrio resulta em recomendagao.

Modelos baseados em fatoracdo de matrizes (KOREN; BELL; VOLINSKY, 2009)
sdo uma das implementacdes mais bem sucedidas desta familia de modelos, gragas a sua
escalabilidade e acurdcia (AGGARWAL, 2016). Os problemas de escalabilidade enfrentados
enfrentados pelos modelos baseados em memoria sdo em parte reduzidos, gragas a capacidade
do modelo de detectar as caracteristicas ocultas dos dados, e consequentemente extrair mais
informacao (CACHEDA et al., 2011). Os modelos de fatoragao de matrizes também mostraram

desempenho superior em vdrias aplicagdes, tais como, por exemplo, o Prémio Netflix.

Este método combina facilidade de implementacao, eficiéncia computacional e precisao
relativamente alta. O ponto forte dos modelos de fatoragdo de matrizes € a sua flexibilidade para

lidar com informagdes adicionais, desde avalia¢cdes implicitas até viés de avaliacao.

Ao longo dos anos, foi proposto um grande nimero de diferentes modelos, incluindo
Miquinas de Vetores de Suporte (XIA; DONG; XING, 2006), e, mais recentemente, Redes
Neurais e métodos de Deep Learning (SALAKHUTDINOV; MNIH; HINTON, 2007).

Em particular, em He et al. (2017) foi proposto um modelo de Filtragem Colaborativa
Neural similar aos métodos de fator latente tradicionais. Nesta abordagem, cada usudrio e produto
sdo caracterizados por embeddings. No contexto de Redes Neurais, embeddings sdo vetores
continuos de baixa dimensionalidade que representam varidveis discretas. Basicamente, se trata
também de fatores latentes. Diferentemente dos modelos de fatoracdo de matrizes, em que
os fatores latentes do produto e do usudrio s@o combinados via produto interno, enquanto na

Filtragem colaborativa Neural, isso € feito via camadas da Rede Neural.

2.2 Recomendacoes Sociais

Podemos definir uma “recomendacio social” como “qualquer recomendagdo com rela-
¢oes sociais online como entrada adicional, por exemplo, incorporando sinais sociais adicionais
a um sistema de recomendacdo existente” (TANG; HU; LIU, 2013).

A principal premissa desta linha de pesquisa € que as preferéncias de um usudrio sao
mais similares as de seus contatos sociais do que as de usudrios arbitrarios. E uma hipétese
razoavel, j4 que redes sociais sdo uma fonte natural de recomendacdes: no nosso dia a dia,
normalmente buscamos recomendacdes de pessoas que conhecemos (por exemplo, amigos ou

colegas de trabalho). E cada vez mais comum uma pessoa solicitar recomendagdes diretamente
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nas redes sociais online das quais faz parte. Além disso, o usudrio pode adquirir produtos para
seus contatos (por exemplo, presentes para a familia), ou realizar atividades em conjunto com

estes (ir a um restaurante com os amigos).

o [

Figura 1 — Relagdes sociais entre usudrios de uma rede social

Recentemente, hd um crescente interesse em explorar e incorporar estas informagdes
aos sistemas de recomendacgdo. Vérios pesquisadores se dedicaram a explorar sistemas de reco-
mendacgdo baseados em confianca, incorporando informagdes de confian¢a do usudrio em seus
contatos sociais para melhorar os sistemas de recomendacio tradicionais. Foram desenvolvidos
varios modelos (MASSA; AVESANI, 2004; MASSA; AVESANI, 2009; TANG et al., 2013),

entre os quais o proposto em Massa e Avesani (2009) € o mais popular.

Em outros estudos (PHUKSENG; SODSEE, 2017), foi abordada a possibilidade de usar

a opinido de experts para melhorar o poder preditivo dos sistemas de recomendacao.

Finalmente, uma vertente promissora do uso de informacdes de redes sociais € a incor-
poracgdo de regularizacdo social ao modelo de fator latente (MA et al., 2011). Para incrementar
a performance desta abordagem, foi proposto o uso de medidas de similaridade entre usudrios
(MA et al., 2011) e clusterizagc@o dos usudrios (SUN et al., 2015) para determinar aqueles cujas

opinides sdo mais relevantes.
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CAPITULO

METODO DE FATORACAO DE MATRIZES

Neste capitulo, vamos definir os modelos basicos de fatoragdo de matrizes, tradicional-
mente utilizados em sistemas de recomendacdo (AGGARWAL, 2016). Estes modelos servirdo de

base para o desenvolvimento dos modelos de fatoragdao de matrizes com Regularizacdo Social.

3.1 Algumas Definicoes

Denotamos por L a lista de todos os usudrios do sistema, e por L), a lista de todos os

produtos. Para cadac € L. € p € Ly, R, € a avaliagdo numérica do usudrio ¢ para o produto p.

Vamos chamar de K o conjunto de todos os pares (c, p) tais que R , ¢ conhecido - isto &,
0s casos em que o usudrio ¢ deu uma avalia¢ao para o produto p. Na pratica, a cardinalidade
deste conjunto é muito menor do que o nimero de possiveis pares (¢, p). O objetivo do sistema
de recomendag@o € inferir os valores de R para os pares (¢, p) que ndo estdo contidos em K, a

partir do conjunto de valores conhecidos de R .

Cadace L. e p €L, é projetado em R?, onde d é um parimetro do sistema de recomen-
dagdo. Denotamos por C. € P, as proje¢des de, respectivamente, ¢ € p em R?. Tanto os elementos

de P,, quanto os de C. podem assumir valores positivos ou negativos.

O produto interno C. - P, modela o nivel de interesse de um certo usudrio ¢ no produto p.

Estimamos a avalia¢do que o usudrio ¢ daria para o produto p por:

R.,=C. P, (3.1)

Uma vez determinados os valores de P, e C,, usamos a equag¢io 3.1 para estimar a
avaliacdo que o usudrio dard a qualquer produto em L,. Caso a avaliagio estimada for alta,

recomendamos o produto para o usudrio.
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Uma boa escolha para as projecdes de ¢ e p em RY, por ser a mais simples e também por

ter garantias de convergéncia, € a que resolve o seguinte problema de otimizag¢ao:

A

argmin Z (Rc’p—qu)z

Ce:Pp (c,p)ek

Quando R € inteiramente conhecido, C e P sdo obtidas projetando R nas dimensdes

correspondentes aos seus maiores valores singulares (ECKART; YOUNG, 1936).

Para evitar sobreajuste e forcar esparsidade, aplicamos uma penalidade, controlada pela

constante A:

LICP)= Y (Rep—Ce Pp)*+A(||Ccl[F+IPlIF) (3.2)
(e;p)EK
onde a norma utilizada € a norma de Frobenius.

Para determinar o valor ideal de A, normalmente se usa valida¢do cruzada.

3.2 Modelo B: incorporando viés ao modelo basico

Uma fonte de variacdo nas avaliagdes € o viés. Por exemplo, alguns usudrios tendem a
dar uma avaliacao mais positiva a todos os produtos. Por outro lado, alguns produtos sdo vistos
pela populacdo em geral como melhores (ou piores) do que os demais da mesma categoria. Por
exemplo, podemos esperar que a avaliacdo média de um produto excelente seja mais alta do que

a de um produto ruim.

Queremos estimar este viés para melhorar o poder preditivo do modelo. Podemos definir
uma aproximacao simples e intuitiva para o viés da seguinte forma. O viés do usudrio € denotado
por u.. Um viés de usudrio positivo significa que o usudrio tende a dar avaliagdes acima da
média para todos os produtos, seja por questdo de gosto ou mesmo por falta de interesse em
produzir uma avaliagdo mais criteriosa. J4 um viés negativo corresponde a um usuario mais

critico. Analogamente, o viés do produto € denotado por (.

Com isso, podemos quebrar a avaliacdo observada em quatro componentes: média geral,
viés do usudrio, viés do produto e a intera¢do entre usudrio e produto. Vamos modificar a equacao

3.1 para incorporar estes viés:

Rep=pc+u,+C.-P, (3.3)

Vamos também incorporar o viés a equagio 3.2. Definimos Lg(C, P, i) como:

Lp(C,Pp) = Z (Re.p— He =My —Ce-Pp)* + A (HCCHIZF‘I‘Uc2+ HRDH%*’N;%) (3.4)
(c.p)EK
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O nosso problema, assim, consiste em encontrar uma solu¢do para o problema de

otimizagdo que minimiza Lg(C, P, ).

Um método bastante simples e eficiente para encontrar o minimo local neste problema
¢ o método da descida pelo gradiente, popularizado por (FUNK, 2006). Neste procedimento,
atualizamos iterativamente os parametros, se deslocando no sentido contrario ao gradiente.

Vamos deduzir este método para o problema de minimiza¢ao dado pela equagdo 3.4.

Definimos o erro E. ;, como sendo:

Ecp=Rep—(Uc+1p+Ce-Pp) (3.5)

Agora, determinamos o gradiente para as varidveis Ce, Py, Uc € Up:

dL P,
M = _ZZI(C p)EK(Rc,p —He — pp —Ce-Py) +22 1,
U e
= —2 (Zl(c,p)EKEcvp - )nuc> (36)
p
Analogamente,

oy ZI(Cvp)eKEc,p - )L»up) (3.7)

C

Agora, derivamos em relacao a C,:

ILs(C,P U
% =—2Y I pyek (Rep = He — Hp — Ce - Pp)Pp+2AC,
¢ p
- <ZI(C’”6KEC”’P” - ’ICC) (3.8)
p
E, finalmente:
dLg(C,P, 1)
—ah - -2 XC:I(C,I,)E,(EC,,,CC — AP, (3.9)

Agora, utilizamos o gradiente encontrado no algoritmo. Para cada combinagio (¢, p) € K
de usudrio e produto, geramos uma predi¢do R, ;, conforme definido na equagdo 3.1 e calculamos
o erro associado E¢ ;. Entdo, modificamos os pardmetros C. € P, proporcionalmente a taxa de

aprendizado Yy na dire¢do contrdria ao gradiente, obtendo:
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uu'c* < He + }/(Ec,p —A .uc)

Hy < Mp+ Y(Ecp— A tip)
P < Py+Y(Ecp-Ce— A Py)
)

C:«C.+7Y(Ecp-P,—AC. (3.10)

Este procedimento € repetido interativamente até que um certo critério de parada, definido

a parte, seja satisfeito. Em Funk (2006), recomenda-se utilizar y = 0,001.

Espera-se maior precisdo ao se utilizar diferentes taxas de aprendizado 7y e regularizacio
A para cada tipo de pardmetro. Por exemplo, é possivel usar diferentes taxas de aprendizado para

viés do usudrio, viés do produto e os proprios fatores.

3.3 Modelos C e D: norma L'

Ao invés de trabalhar com a norma de Frobenius, podemos trabalhar com a norma L'

Assim, sendo Iéc./ p 0 mesmo do Modelo B, definimos o Modelo C:

Le(CPu)= Y, |Rep—te—tip—Ce-Py|+AG(Ce, Py, 1) (3.11)
(e,p)eK

Analogamente, o Modelo D:

Lp(C.Pu)= Y (Rep—te—Hp—CePp)* +AG(Ce,Pp, 1) (3.12)
(c,p)EK

Nas duas equagdes acima, G é dado por:

G(CerPpott) = Celi + Lty + 1Py + 1ty (3.13)

A derivagdo detalhada do gradiente para estes dois modelos pode ser encontrada no
apéndice A.1.
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CAPITULO

INCORPORANDO REDES SOCIAIS NO
MODELO TIPICO DE SISTEMAS DE
RECOMENDACAO

Neste capitulo, vamos apresentar alguns modelos de incorporagdo de informacdes da
Rede Social ao Sistema de Recomendacdo sugeridos na literatura, e principalmente sugerir

algumas abordagens novas.

Vamos comegar com algumas definicoes referentes a redes sociais. Definimos a matriz

de relacdes sociais M |x|r.| tal que:

1 ,secy éamigo de cp
M., o, = { g @.1)

0 , C.C.

A matriz M serd simétrica em caso de relagdes sociais mutuas.

Definimos a lista de amigos do usudrio ¢; como sendo o conjunto de usudrios que sao

amigos de c;:

Fle1)={c2€Lc:c1#c2NMy e, =1} 4.2)

Analogamente, a lista de usudrios de quem ¢ € amigo € dada por:

Fi(cl) = {6‘2 €Elc:ci# NMe, ¢, = 1} 4.3)
Se as relagdes sociais forem direcionadas, estas duas listas podem ser diferentes. Ja se as
relagdes sociais forem mituas, as duas listas F(c;) e F~(c;) coincidem.

O nosso problema ¢ diferente dos sistemas de recomendacgao tradicionais, pois estes

consideram somente a matriz de usudrios - itens. Neste capitulo, vamos focar em incorporar as
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informacodes de interacdes da rede social do usudrio aos modelos com viés (Modelos B, C e D)

descritos no capitulo anterior.

Como o usudrio ¢ é descrito por um fator C, e por um viés U., podemos abordar este
problema de duas formas. A primeira é fazer regularizacao social para o fator do usudrio,
enquanto a segunda € aplicar a regularizacao ao viés. Podemos também combinar as duas

abordagens.

4.1 Regularizacao Social para o Fator do Usuario

4.1.1 Modelo 1: distancia ao centro

Os dois modelos apresentados nesta se¢do foram propostos em (MA et al., 2011). A
primeira ideia de como introduzir informagdes de redes sociais no modelo € penalizar a distancia
de cada usudrio até o centro dos usudrios que sao seus amigos. No primeiro modelo, L} (C, P, i),
a penalizacdo se baseia na suposi¢do de que o gosto do usudrio ¢ € similar a média dos gostos

dos seus amigos.

Seja o > 0. Definimos o Modelo 1 como sendo:

0 2
* (XS c
LI(C7P7“>:LB<C’P>H)+(XZ Cc_z“FT @
cEL,
F

Acima, o centro de um grupo € definido pela média usual. Contudo, a suposi¢ao sobre
a proximidade dos gostos de um usudrio e os gostos dos seus amigos nao € necessariamente

verdadeira.

De modo geral, € razoavel supor que amigos tém, de fato, gostos mais similares do
que a média. Mas um usudrio pode também ter amigos ou outros contatos sociais com gostos
e interesses distintos dos seus. Assim, um determinado usuario do Facebook tem, entre seus
“amigos” nesta rede social, amigos préximos que compartilham os seus interesses, familiares
e colegas de trabalho que foram adicionados a rede por motivos que ndo sdo similaridade de

gostos, € contatos casuais que podem muito bem ser uma amostra aleatéria da populacao.

Para contemplar essa semelhanga (ou ndo) entre o usudrio e seus amigos, vamos utilizar
uma medida de similaridade genérica, que assume valores proximos de 1 quando dois usudrios
sdo muito parecidos, e proximos de 0 quando sdao muito diferentes. Nas proximas secoes,

discutiremos varias medidas de similaridade em mais detalhes.
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Vamos incorporar a similaridade ao Modelo 1:

Y Sim(c,c2)Ce, ?
c€F(c)
* P =L P c— s 4.
15(C,P,u) = Lg(C, 7u)+0‘C€ZL,C 2 Y  Sim(c,c) *2)
CQEF(C) F

Neste modelo, definimos o centro de um grupo pela média ponderada pela similaridade.
Por exemplo, se dois consumidores ¢; e ¢, sdo parecidos - ou seja, Sim(cy,cz) é proxima de 1 -

as opinides do usudrio c¢; terdo maior peso do que a média ao se recomendar produtos para cy.

Para derivar o gradiente para estas duas penalizacdes, usamos o erro E. , tal como
definido na equag@o 3.5. Os passos para a atualizacdo de P, L. € {1, Serdo 0s mesmos que no

Modelo B. ja a derivada em C, para o modelo Lj¢(C,P, i) é dada por:

. ;I(cvp)EKEaPP »—ACe
21:«"( ' Sim(j,cz)Cc2
_ ; . €F(j
;F( )Slm(c,cz)Cc2 Sim(c, j) <Cj— : Y Sim(j,c2) >
c€F(c cp€F(j)
+2a Cc_ N - Z . 7
Y Sim(c,cp) e Y Sim(j,c2)
c2€F(c) JEF(c) c2€F())

(4.6)

Para mais detalhes, veja o apéndice A.2.

Como o modelo Lj(C,P, 1) corresponde ao modelo Lj¢(C,P, i) com Sim(cy,c2) = 1

para todos os pares Cy,c, achamos o gradiente do modelo L} (C, P, ) fazendo esta substitui¢do:

L G
Z CCZ 62€F(j) 2
JL{(C,Pu) 2€F(c) I RG]
a—(jc =2 ;I(CJ’)GKEQPPP - )LCC —a|C— W - jG]FZ(C) |F(])’

4.7)

4.1.2 Modelo 2: propagacao de gostos

O Modelo 1 apresenta uma falha 6bvia: € pouco sensivel quando se trata de um usudrio
cujos amigos tém gostos muito variados. Para contornar este problema, (MA et al., 2011) propde

mais uma forma de regularizacdo, que vamos chamar de Modelo 2:

Ly(C,Pu) =Lg(C,Pu)+a Y Y [|Cc—CollE (4.8)

CELccp E]F(C)
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Uma vantagem desta abordagem ¢é que ela modela diretamente a propagacdo dos gostos
e interesses. Suponhamos que ¢ seja amigo de ¢, € ¢ seja amigo de ¢3, mas ¢ € ¢3 nao sejam
amigos. Ao minimizar ||C., — C,||% e ||Ce, — C¢,||%, minimizamos indiretamente a distancia

entre os vetores C,, € C,.

Seguindo a mesma logica apresentada no Modelo 1, podemos ponderar as normas das

diferengas pela similaridade entre dois usudrios.

Lis(C.Pp) =Lg(C,Pp)+a ), Y, Sim(c,c2)||Cc—CollE (4.9)

c€Lc ¢ EF(C)

Tal como no modelo anterior, 0s passos para a atualizacdo de P, U € [, Serdo 0os mesmos

que no Modelo B, pois a regularizacao social depende de C. somente.

Vamos trabalhar com a equagdo 4.9 para encontrar a derivada em C,:

oL}
aC%S =-2 (ZI(C,P)EKEc,pCc_)LPP - Z Sim(c,c2)(Ce —Ce,) + 0t Z Sim(c’j)(cc_cj)>
c P c€F(c) J€F~(c)

(4.10)

Novamente, observamos que a regularizagio L5 (C, P, ) é igual a regularizagio L3¢(C, P, i)
quando Sim(cy,c2) = 1 para todos os pares (ci,c2). Assim, obtemos o gradiente para L3 (C, P, i)

a partir da equagdo acima:

aL;
8C2 = (Zl(c,p)eKEapCc —Abp—a ) (Ce—Co)ta ), (C— Cj)) @i
c P CZEIF(C) j€F7 (C)

4.1.3 Modelo 3: propagacéo de gostos com norma L!

Ao invés de utilizar a norma de Frobenius tal como fizemos no Modelo 2, podemos

utilizar a norma L! para a regularizacio social.

LY(C,Pu) =Lejp(CRu)+a Y, Y [|[Cc—Colh (4.12)

ceL: CQG]F(C)

A regularizacao serd aplicada ao modelo C ou D, com base na andlise da performance

destes dois modelos.

Seguindo a mesma légica apresentada no Modelo 1, podemos ponderar as normas das

diferencas pela similaridade entre dois usudrios.

L;S(C,P,‘Ll,) :LC/D(Cvphu') +a Z Z Sim(cvc2)HCC _CczHl (413)

CELc ¢y EF(C)
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No método do gradiente descendente, os passos para a atualizagio de P,, U € U, serdo
os mesmos que no Modelo C ou no Modelo D (dependo de qual modelo serd utilizado), pois a

regularizagdo social depende de C. somente.

Vamos trabalhar com a equacgdo 4.13 para encontrar a derivada em C:

JL; &Lc/o ) . .
aCCS = 3C. +20 Z Sim(c,cz)sgn(Ce —Ce,) — | Z Sim(c, j)sgn(C. —C;)
c2€F(c) J€F~(¢)

(4.14)

A regularizacdo L5(C, P, ) é igual a regularizagio L3¢(C, P, u) quando Sim(c,cz) =1

para todos os pares (cy,c. Assim, obtemos o gradiente para L3(C, P, i):

36 =3 +2a Y sgn(Cc—Ccz)—.Z sgn(C. —Cj) (4.15)
c2€F(c) jEF—(c)

4.1.4 Medidas de Similaridade

Como j4 discutimos anteriormente, um usudario pode ter tanto amigos com gostos pa-
recidos com os seus, quanto amigos com gostos diferentes dos seus. Portanto, queremos uma

medida de similaridade que permita quantificar estas diferencas.

Uma ideia para identificar o quao similares sdo dois usudrios € analisar as suas avalia¢des
dos produtos. Afinal, dois usudrios que compartilham os mesmos interesses e t€m as mesmas
caracteristicas dardo avaliacOes similares aos mesmos produtos. Da mesma forma, € razoavel
supor que o inverso € valido: se dois usudrios avaliam da mesma forma um conjunto de produtos,

€ provdavel que tenham caracteristicas similares.

Assim, com base no conjunto K de avaliagdes R, , € R, , conhecidas, queremos definir

uma fun¢do de similaridade entre os usudrios c; € c;.

Definimos o conjunto de produtos avaliados pelos usudrios cj e ¢, como I(c1) NI(c2),
ondeI(c;) ={p:(c1,p) €K} el(c2) ={p: (c2,p) € K} sdo os conjuntos de produtos avaliados

por cada um dos usudrios.
Em (MA et al., 2011), sdo propostas duas medidas de similaridade.
A primeira, Similaridade de Espagos Vetoriais (SEV), é dada por:

)» RCI D 'R627P
pel(cni(cs)

y R, [ ¥ R
\/ pel(enni(es) 7 \/ pel(cnni(es) T

Siml(cl,cz) = (4~16)
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Observamos que Sim(cy,cz) € [0, 1]. Quanto mais préximo de 1 o valor de Sim(cy,c3),
maior a similaridade entre usudrios. Ja O corresponde a usudrios inteiramente diferentes. Quando
dois usudrios avaliaram somente um produto em comum, temos que Sim;(cj,cz) = 1, por

definicdo.

A segunda func¢do proposta em (MA et al., 2011) é o Coeficiente de Correlacdo de
Pearson (CCP), funcdo de similaridade que é também usada em métodos de vizinhanca de
Filtragem Colaborativa, com bons resultados (G.CAMPANA; DELMASTRO, 2017).

Z (RCuP - RCl) ’ <R527P - Rcz)
pel(c1)Ni(ca)

\/ b (Rcl,p—R_a)Z'\/ L (Rop—Rs,)?

pel(ci)NI(cy) pel(ci)NI(cy)

Simz(cl,cz) = (4‘17)

onde R, é a média das avalia¢gdes do usudrio c. Neste caso, Sin,(cy,c2) € [—1,1]. Novamente,
quanto maior o valor de Sim;(cy,c), maior a similaridade entre usudrios. Para manter a con-
sisténcia entre as medidas, vamos mapear esta medida de similaridade para o intervalo [0, 1],
aplicando a fungéo f(x) = (x+ 1)/2 ao CCP, conforme sugerido em (MA et al., 2011). Observe
que, quando dois usudrios avaliam um dnico produto em comum, Sim;(cy,c2) = 0, quaisquer

que sejam as avaliacdes.
Além disso, neste trabalho, propomos outras quatro medidas de similaridade.

A medida de similaridade a seguir € baseada na seguintes suposi¢des. O simples fato de
que um certo usudrio avalia um produto indica o interesse do usudrio em produtos deste tipo.
Por exemplo, temos um usudrio que gosta de comédias, mas ndo gosta de filmes de terror. Este
usudrio ird assistir filmes dos quais potencialmente pode gostar, que sdo as comédias, podendo
portanto avalid-los, positivamente ou negativamente, mas nao vai assistir filmes de terror e,

consequentemente, ndo podera avaliar estes filmes.

Sim3(C1,Cz) = (4.18)
Finalmente, podemos usar como medida de similaridade a norma da diferenca entre as

avaliacoes.

|RC17P _R62-,P|
pel(c1)N(c2)

4.19
1(c) N1(ea)] 19

S(cr,c2) =
Para restringir esta medida ao intervalo [0, 1], adotamos as duas transformagdes abaixo:

1

1+S(cr,c2) 420

Simy(cy,c2) =
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Sims(c1,¢3) = e Sere) 4.21)

Finalmente, podemos pensar em uma similaridade exponencial mais genérica, adicio-

nando um parametro 3 a Sims:

Simg(c1,cz) = e PSlere) (4.22)

onde S(cy,¢;) é dado pela equagdo 4.19. O B pode ser determinado pela valida¢do cruzada, ou o

seu cdlculo incorporado na descida pelo gradiente.

4.1.5 Descida pelo gradiente: Modelos com Similaridade Exponencial

Para 0 Modelo 1, a derivada da fungio de perda em 3 tem uma forma complexa, o que
resulta em maior custo computacional. Por isso, ndo vamos estudar esta combinac¢do de modelo

e funcao de similaridade neste trabalho. A férmula pode ser encontrada no apéndice A.3.

Se simplesmente substituirmos Simg nas equagdes dos Modelos 2 e 3, o valor de 8 que
minimiza a funcdo resultante serd aquele que resulta em valores menores de similaridade. Isto é,
teremos a solugdo trivial B = co. Para evitar que isso acontega, vamos incluir uma penalizacio

adicional, usando a seguinte funcio de perda para o Modelo 2:

Lyg5(C,P,u) = Lg(C, P, 1) + o ( Y Y e PSeac.—c, |+ ﬁ2> (4.23)

c€Lc ¢ E]F(c)

Agora, derivamos em f3:

ILiss

S5 =), ) e POs(c.q)|C—Collt +20p (4.24)
B CEL(&CQGF(C)

O calculo do gradiente para o Modelo 3 € muito similar ao do Modelo 2.

4.1.6 Possiveis problemas com similaridade

Todas as fungdes de similaridade apresentadas acima, com exce¢ao de Sims, se baseiam
em produtos avaliados tanto pelo usudrio, quanto pelo seu amigo. Devido a elevada esparsidade
das bases de dados com quais tipicamente lidamos em problemas de recomendacdes sociais, €

possivel que a grande maioria dos pares de amigos nao tenha produtos avaliados em comum.

Uma solugdo trivial, neste caso, € utilizar os amigos do amigo de um usudrio para o

célculo da similaridade. Por exemplo, se I;,(c) = |J I(i) o conjunto de produtos avaliados
i€F(c)
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por amigos de um usudrio e A(cy,¢z) = I(c1) NIyn(c2) 0 conjunto de produtos avaliados tanto
pelo usudrio ¢y quanto por amigos do usudrio c¢;, definimos a avaliacdo média do produto p por

amigos do usudrio c:

RC P

_ ie{i€F (c2):pel(c)}
B o) — 42
(c,p) Hi€e F(c):pelc)} (32

Com isso, podemos re-escrever a similaridade Sim (cy,c2) como:

) Rc‘l y RCM?
pEA(C] 76‘2)

=2
L Rgl v L R,
p€A(c1yc2) pEA(c1,c2)

Analogamente, podemos usar R(c, p) nas demais similaridades.

Siml (C] ,C2) = (4.26)

4.2 Regularizacao Social para o Viés do Usuario

Podemos supor, também, que dois usudrios amigos tendem a ter um viés semelhante. Por
exemplo, ambos vao dar avaliacdes acima ou abaixo da média. Isso parece menos plausivel do

que a semelhanca dos fatores de usudrio, mas ainda assim € uma hipdtese que merece ser testada.

Com base neste pressuposto, propomos o seguinte modelo com regularizacao social:

Ly(C,Pu) =LIC,Pu)+a Y, Y |te—Hel (4.27)

CELc ¢ EF(C)
Chamaremos este modelo de Modelo 4.

O gradiente de L, em C, P, e i, ¢ o mesmo de L(C, P, 1), pois a regularizacdo depende

somente de ..

Ja o gradiente em U, € igual a:

oL,  JL(C,P.pu) (
- 20| Y lHe—pel— Y ue— )l (4.28)
I ke J e 2€F(c) ’ jeF-(c)

Conforme discutimos anteriormente, € possivel que nem todos os amigos de um usudrio
compartilhem a sua visdo positiva (ou negativa) dos produtos de modo geral. Assim, queremos

também um modelo que contemple estas possiveis diferencas:

Lys(C,Pu)=L(C.Pu)+a Y, Y Sim(c,c2)|pie — te,|? (4.29)

CELc ¢y EF(C)
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O gradiente em L, neste caso, € dado por:

aLvl — 8L(C,P,,LL) +2a <

e I Y Sim(c,co)|ue — e, — Y, Sim(c, j)|uc_uj|> (4.30)

c2€F(c) JEF~(c)

Estas duas regularizacdes podem ser facilmente incorporadas aos Modelos 1, 2 e 3, em

adicdo a regularizacao social para fatores dos usudrios.
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CAPITULO

FILTRAGEM COLABORATIVA NEURAL

Uma grande limitacdo dos modelos anteriores € o uso do produto interno para descrever a
relacdo entre os fatores latentes do usudrio e do produto. Nos capitulos anteriores, para lidar com
este problema, incorporamos viés de usudrio e de produto ao modelo. Uma outra solucio possivel
¢ a Filtragem Colaborativa Neural, descrita em He et al. (2017) , cujo objetivo € exatamente

captar a complexidade da relacdo entre usudrios e produtos.

Inicialmente, este enfoque nao fazia parte do projeto, contudo a abordagem se mostrou
bastante promissora, por isso optamos por explorar alguns exemplos bdsicos, para mostrar seu

imenso potencial.

5.1 Modelo basico: MLP

Vamos modelar a avaliagdo R. , do produto p pelo usudrio ¢ conforme mostrado na

Figura 2.

A entrada consiste em identificacdo do usudrio e do produto, com codifica¢do one-hot.
Acima desta, é a camada de embedding, que projeta a representacio esparsa para um vetor denso.

O embedding para um certo usudrio ou produto pode ser interpretado como um fator latente.

Finalmente, os embeddings do usudrio e do produto sdo passados para o conjunto de
camadas da filtragem colaborativa neural, com X camadas no total. O nimero e as caracteristicas

destas camadas podem ser personalizados em fun¢@o do problema de recomendacao.

A forma mais intuitiva de combinar os dois embeddings, e muito usada em deep learning
(por, exemplo, em Srivastava e Salakhutdinov (2012)), € a concatenacdo. Mas esta, por si s, ndo
¢ suficiente, pois ndo modela as intera¢des entre usudrios e itens. Por isso, conforme proposto
em He et al. (2017), vamos usar Perceptron de Miiltiplas Camadas. Esta estrutura permite grande
flexibilidade no aprendizado das interagdes entre usudrios e produtos, incluindo interacdes nao

lineares, e nisso difere do produto interno usado nos capitulos anteriores.
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Treinamento
/]\

| Camada X |
T
Camadas Filtragem
Colaborativa T
Neural | Camada 2 |

| Camada 1 (Concatenagdo) |
/ \

Embedding Fator Latente do Usudrio Fator Latente do Produto

Eatrada

Figura 2 — Filtragem Colaborativa Neural

No contexto de Filtragem Colaborativa Neural, definimos o modelo de Perceptron de

Muiltiplas Camadas da seguinte forma:

C
<1 :¢1(CC7P[7) = ‘
p

$2(21) = ax(Wy 21 + by) 5.0

(Z)X(fol) - ax(WxTfol + bx)
Iécm = G(hT‘Px(Zx—l))

onde W;, b; e a; denotam, respectivamente, pesos, viés e funcdo de ativagdo da i-€sima camada

do Perceptron de Multiplas Camadas, e C, € P, sdo os fatores latentes do usudrio e do produto.

Neste trabalho, como o nosso foco € incorporar as informagdes sobre amigos ao modelo,

trabalharemos com a estrutura mais simples possivel, com uma camada.

A camada de saida corresponde a avaliacdo estimada R, ;. Treinamos o modelo mi-
nimizando a perda em relag@o a avaliagdo real R ,. A funcdo de perda € dada pela equagao

abaixo:

Y (Rep —R.,)? (5.2)

Lembrando, K é o conjunto de todos os pares (c, p) tais que R. , € conhecido.

Dessa forma, temos o modelo bésico, ao qual queremos incorporar as informacdes

provenientes da rede social.
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5.2 Incorporando informacoes da Rede Social

Devido a grande flexibilidade das redes neurais, existem indmeras formas de incluir as
informacdes provenientes das redes sociais na Filtragem Colaborativa Neural. Uma das mais
Obvias € resumir estes dados em um niimero ou vetor, € concatenar junto com os fatores latentes

do usuadrio e do produto, conforme mostrado na Figura 3.

Treinamento
suda
1\

| Camada X |
T
Camadas Filtragem
Colaborativa 1
Neural | Camada 2 |

| Camada 1 (Concatenacio) |
\

7
. Fator Latente Fator Latente
Embeddlng do Usuario do Produto
T
Entrada Usuario ¢ | | Info Rede Social | | Produto p

Figura 3 — Filtragem Colaborativa Neural com uso de informagdes da Rede Social

Na equagdo 5.1, terifamos, entdo:

N

=9 (Cc‘app) =| b (5.3)

Sc
onde S, € alguma informacdo proveniente dos amigos do usudrio ¢, o restante do modelo se
mantendo inalterado. Assim, precisamos escolher formas de resumir os dados sobre os amigos

de um determinado usudrio e as suas preferéncias.

5.2.1 Modelo 5

Se queremos estimar o interesse do usudrio ¢ em um determinado produto p com base
nas preferéncias de seus amigos, a média das avaliacdes deste produto pelos amigos do usudrio

parece um estimador natural. Dessa forma, definimos:

Z RCQ,p
(c2€F(e))N(pel(ca))

[(c2 € F(c))N(p €1(c2))]

Um problema com esta abordagem € a esparsidade, ja que € possivel que, para um usudrio

Si(c,p) =

(5.4)

¢ e produto p, nenhum dos amigos de ¢ tenha avaliado este produto. Neste caso, vamos usar a
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avaliacdo média global de p como S, excluindo-se a avaliacao dada pelo préprio usudrio. Caso

o produto tenha sido avaliado somente por um usudrio, tomamos S, = 0.

5.2.2 Modelo 6

As avaliagdes dadas aos produtos sdo discretas. Assim, podemos pensar nas avaliacdes
dadas pelos amigos de um certo usuario como identidades com seus préprios fatores latentes,

que de alguma forma contribuem para a avaliacao dada pelo usudrio.

Assim segunda possibilidade € incorporar ao modelo também um “fator latente” da
avaliacdo dada pelos amigos de um usudrio. Vamos usar a mediana, uma forma natural de
resumir as avaliacdes dos amigos de um usudrio em um tnico valor com a mesma granularidade

das avaliagdes originais:

Sa(c,p) = mediana R, 5.5)
2(¢.p) (czewc))m(pez(cz)){ o} (

Tal como no modelo anterior, usamos a mediana global caso ndo haja avaliagdes em

comum, e usamos 0 caso o produto tenha sido avaliado somente uma vez.

Aplicamos codificacdo one-hot e adicionamos um terceiro embedding, que vai ser

concatenado na Camada 1 junto com os embeddings do usudrio e do produto.

| Camada 1 (Concatenagio) |

. Fator Latente Fator Latente Fator Latente
Embeddin . .
g do Usudrio da Média do Produto
Entrada | Usudrio ¢ | | Info Rede Social | | Produto p |

Figura 4 — Embedding para a informagdo da rede social

5.2.3 Modelo 7

Finalmente, podemos usar My | .|, @ matriz de relagdes sociais dada pela equagédo 4.1.
Neste caso, a nossa estatistica ndo depende das avaliacdes dadas, mas somente das relagdes de
amizade. Certamente, poderiamos definir uma matriz M(p), contendo também as avaliagdes,
mas teriamos que enfrentar novamente o problema da esparsidade, e do elevado nimero de

usudrios cujos amigos avaliaram produtos inteiramente diferentes.

Assim, vamos simplesmente tomar S, como sendo a c-ésima linha desta matriz:

S3(c) =M, . (5.6)

)
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5.3 Qutras Possibilidades

Neste ponto, convém levantar a pergunta légica: porque ndo incorporamos as informagdes
da Rede Social usando algum procedimento similar ao que foi feito para modelos de Fatoracdo de
Matrizes? Como trabalhamos com fatores latentes do usudrio em ambos os modelos, poderiamos
incorporar a informacgdo da rede social na Filtragem Colaborativa Neural usando o préprio

embedding do usudrio.

A grande restri¢do dessa abordagem € que o modelo MLP ndo tem uma forma trivial
de usar entradas de tamanho variado e o nimero de amigos justamente varia de usudrio para

usuario,

Uma primeira ideia seria, no treinamento, a cada iteragdo selecionar um amigo ao acaso
para cada usudrio, e usar uma estrutura similar a mostrada abaixo. Contudo, enquanto isso parece
factivel no treinamento, a questao de como produzir estimativas com este modelo precisaria de
mais investigacao. Selecionariamos também um amigo ao acaso? Ajustariamos o modelo para

cada um dos amigos, e combinariamos os ajustes usando média ou mediana?

| Camada 1 (Concatenagao) |

. Fator Latente Fator Latente
Embeddin .
g do Usuario do Produto

Figura 5 — Embedding do usudrio compartilhado entre o amigo e o usudrio

Uma outra possibilidade € converter a entrada de tamanho varidvel em uma de tamanho
fixo usando a técnica de “zero padding”. Basicamente, definimos uma entrada de tamanho n
suficientemente grande, e completamos com zeros se o tamanho de uma entrada especifica - isto
€, o numero de amigos, for menor do que n. EM suma, completamos o conjunto de amigos do

usudrio com amigos “dummy”.

Finalmente, € possivel se afastar da arquitetura de MLP. Assim, poderia ser interessante
explorar as Redes Neurais Recorrentes para processar as informagdes da rede social. Redes
LSTM (do inglés Long short-term memory) revolucionaram o reconhecimento de fala, e sao
muito usadas em dreas como traducao automadtica e modelagem de linguagem, justamente casos

em que se trabalha com sequéncias e tamanho variavel.

Um possivel problema com esta abordagem € que, pelo menos no caso basico, a lista
dos amigos de um usudrio por si sé ndo tem uma ordem inerente, de modo que precisamos de
informacdo adicional (por exemplo, a data em que cada amigo foi adicionado), ou de alguma

outra légica de ordenacdo.

Outra possibilidade, talvez mais promissora, também emprestada da drea de processa-
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mento de linguagem, € o uso de Redes Neurais Recursivas, em que o mesmo conjunto de pesos é

aplicado recursivamente sobre uma entrada estruturada.

Em suma, ha um vasto campo de possibilidades a serem exploradas no que diz respeito a
uso de informacdes da Rede Social na Filtragem Neural Colaborativa, nas quais ndo focamos
aqui para ndo se afastar demais do foco principal do trabalho. Contudo, estas possibilidades

certamente merecem uma exploragdo mais cuidadosa.
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CAPITULO

ANALISE EXPERIMENTAL

Os modelos de fatoragdo de matrizes, descritos no capitulo 4, foram implementados
usando-se a linguagem de programacao Python. Além disso, para fins de comparagdo, foram
também implementados os modelos sem Regularizacdo Social (Modelos B, C e D). Os modelos
de Filtragem Colaborativa Neural também foram implementados em python, com uso do pacote

Keras.

Neste capitulo, vamos apresentar os resultados obtidos na aplica¢do destes modelos em

quatro bases de dados reais.

6.1 Bases de dados utilizadas

Nesta secdo, listamos as bases de dados usadas no projeto, e algumas estatisticas basicas.

Informag¢des mais detalhadas podem ser encontradas nos apéndices.

6.1.1 Epinions

Epinions.com foi um site contendo reviews de produtos por usudrios que funcionou entre
1999 e 2014. Neste site, usudrios poderiam ler e escrever avaliagdes sobre uma grande variedade
de produtos, e também indicar usudrios em cujas opinides confiam. Epinions utilizava uma escala

de 1 a 5 estrelas nas avaliagoes.

A base de dados utilizada foi coletada em maio de 2011 ((TANG; GAO; LIU, 2012),
(TANG et al., 2012)) e contém, entre outros, a identificagdo do usudrio e do produto, avaliacao,
a data em que esta foi realizada, e também a lista de usudrios de confianca para cada usuario

listado.

A base original contém em torno de 1 milhdo de avaliacdes de 300 mil produtos, feitos

por 22 mil usudrios. Neste trabalho, porém, utilizamos uma subamostra desta base, devido ao
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elevado nimero de modelos testados. Assim, trabalhamos com um total de 152.738 avalia¢des,
9.763 usudrios e 12.009 produtos, com 55.180 relacdes de confianca direcionadas. A analise

descritiva desta base pode ser encontrada no apéndice B.1.

A base foi particionada em base de Treinamento, com 90.000 avalia¢des, base de Valida-

cdo, com 31.369 avaliacdes e base de Teste, também com 31.369 avaliacdes.

6.1.2 Filmtrust

Filmtrust combina rede social online e avalia¢gdes de filmes (GOLBECK; HENDLER,
2006). As avaliagoes sdo feitas na escala de 0,5 a 4,0 (de 0,5 em 0,.5).

A base Filmtrust, contendo todas as avalia¢des do site, foi coletada em junho de 2011
(GUO; ZHANG; YORKE-SMITH, 2013) e consiste em 35.497 avaliacoes, 1.508 usudrios e
2.071 produtos, com 1.632 relagdes de confianga direcionadas. A andlise descritiva desta base

pode ser encontrada no apéndice B.2.

Neste trabalho, particionamos esta base em trés: base de Treinamento, com 21.200

avaliagdes, base de Validagdo, com 7.149 avaliagdes e base de Teste, com 7.148 avaliagdes.

6.1.3 Yelp

Yelp permite buscar servigos locais com base em avaliacdes feitas pelos usudrios. Criado
em 2004, atualmente tem 150 milhdes de avaliacdes, e recebe mais de 70 milhdes acessos por
meés. Além disso, o site possui uma rede social extremamente ativa. As avaliagdes estdo na escala

de 1 a 5 estrelas.

A base Yelp, com 5,2 milhdes de avaliacdes de 175 mil produtos, feitos por 1,3 milhdes
de usudrios, foi distribuida pela prépria empresa, como parte da Rodada 11 do Desafio Yelp
(YELP, 2018).

Tal como no caso da base Epinions, sorteamos uma subamostra da base Yelp. Assim,
trabalhamos com um total de 268.508 avalia¢des, 14.130 usudrios e 6.844 produtos, com 99.432
relagdes de confianca direcionadas. A andlise descritiva desta base pode ser encontrada no
apéndice B.1.

A base foi particionada em base de Treinamento, com 160.000 avaliacdes, e bases de

Validagao e de Teste, com 54.254 avaliacdes cada.

A andlise descritiva da subamostra estudada pode ser encontrada no apéndice B.3.

6.1.4 DeviantArt

Além de usar bases de dados bastante conhecidas em estudos de sistemas de recomenda-

¢do, também coletamos uma base de dados propria como parte deste estudo.
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DeviantArt € uma comunidade online focada em arte e fotografia. Langado em 2000, o
site atualmente contém mais de 300 milhdes de trabalhos, produzidos por uma comunidade de
40 milhdes de artistas. A plataforma € aberta e permite que tanto artistas iniciantes e amadores,
quanto profissionais, exibam, promovam e compartilhem o trabalho deles com a comunidade, e

também recebam feedback, seja na forma de likes e/ou de comentérios, de outros usudrios.

DeviantArt permite que o usudrio siga um outro usudrio (“watch”). Esta relacdo ¢é
direcionada, isto €, ndo precisa ser retribuida pelo outro usudrio. Além disso, o usudrio pode
curtir (“favourite”) um determinado trabalho de um outro artista. Os usudrios também podem

agrupar seus favoritos em colecdes tematicas.

A base de dados de usudrios do DeviantArt foi coletada no periodo entre abril e julho de
2018. Iniciamos a coleta de dados com um grupo de usudrios ativos em uma das sub-galerias do
site. No proximo passo, incluimos aqueles usudrios cujos trabalhos tinham sido adicionados aos
favoritos por vérios dos artistas do grupo inicial. Repetimos este procedimento recursivamente.
Para cada usudrio, coletamos a lista de usudrios que o seguem, a lista de usudrios listados
por ele como “amigos” (esta lista compreende um sub-conjunto dos usudrios seguidos). Além
disso, coletamos a listagem completa dos trabalhos favoritos deste usudrio, incluindo o titulo do

trabalho, o autor dele, e a cole¢ao na qual o usudrio alocou cada trabalho.

Para nao fugir do escopo deste estudo, convertemos os dados sobre trabalhos favoritos
em avaliacdo de um usuério por outro, com base na fragdo de favoritos em relacdo ao total de
trabalhos deste usudrio listados na base. Os detalhes desta conversdo podem ser encontrados no
apéndice B.4.

A base de dados resultante contém 196.057 avaliacdes de 14.853 artistas por 769 usuérios,
com 37.349 relacdes sociais direcionadas entre estes usudrios. A andlise descritiva desta base
pode ser encontrada no apéndice B.4. Esta base foi particionada em base de Treinamento, com
120.000 avaliagcdes, base de Validagcdo, com 38.028 avaliagcdes e base de Teste, também com

38.029 avaliacoes.

6.1.5 Sumario das estatisticas relevantes

6.2 Meétrica Utilizada

Utilizamos, como métrica para avaliar a qualidade do ajuste, o Erro Quadratico Médio
(EQM), calculado em uma base de teste. Seja T o nimero de avaliagdes testadas, R, ;, a avaliagio

dada pelo usudrio ¢ para o produto p, e 1?67 p a estimativa obtida, entdo:

1 .
EQM = ?Z(Rc,,,—RQp)Z (6.1)
¢,p

Quanto menor o valor de EQM, melhor a performance do modelo.
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Tabela 1 — Estatisticas relevantes

Epinions Filmtrust Yelp DeviantArt
Avaliacdes 152.738 35.497 268.508 196.057
Usudrios 9.763 1.508 14.130 769
Produtos 12.009 2.071 6.844 14.853
Avaliacdes / usudrio 15,6 23,5 19,0 255.,0
Avaliagdes / produto 12,7 17,1 39,2 13,2
Usudrios com amigos (%) 56,8 34,6 98,9 98,6
Amigos / usudrio 5,7 1,1 7,0 48,6
Amigos com produtos avaliados em 4.9 88.1 44.0 95.5
comum (%)
Amigos dos amigos com produtos 457 73.1 76.5 98.8

avaliados em comum (%)

6.3 Critério de Parada

Nos experimentos iniciais, observou-se que o critério de parada dos algoritmos baseado
em convergéncia, isto €, parada quando a variagao de um indicador de um passo para o seguinte
fica abaixo de um determinado threshold, leva ao sobreajuste e consequente piora do desempenho.

Uma solugdo para isso sdo os critérios de parada precoce.

Trabalharemos, ndo sé com bases de Treinamento e de Teste, mas também de Validacdo.
Seja EQM;,(t) o EQM na base de Treinamento na t-ésima iteragao e EQM,,,; o EQM na base
de Validagdo, definimos o EQM Otimo como sendo E OM,p; = mint <, EQM,,;(T). A ideia
bésica € detectar que o EQM,,,; ja passou pelo ponto de minimo, e tomar por solu¢io o ajuste
correspondente ao EQM,,; neste intervalo. Isso parece simples na teoria, mas na pratica as

curves de EQM,,,; frequentemente possuem varios minimos locais, dificultando a tarefa.

Um critério parada descrito na literatura (PRECHELT, 1998) € o GLy. Vamos definir a
perda generalizada na iteragdo ¢ como sendo o aumento relativo em relagdao ao EQM,,,, (até a

iteracdo t):

EQM,(t
GL(1) = EQMya(t) 1 6.2)
EQM, (1)
Paramos a execuc@o do algoritmo quando GL(t) atinge um limiar pré-definido. Usaremos
o valor de 0,02 que mostrou bom desempenho tanto no estudo em questao, quanto em testes
iniciais com as nossas bases de dados. Caso o critério de parada ndo seja satisfeito, paramos o

ajuste ap6s 1.000 iteragdes.

Conforme mostrado em Prechelt (1998), esta familia de critérios mostra bom desempenho
quando estamos interessados em encontrar uma “boa’ solug¢do. Assim, 0 nosso procedimento

€ usar uma base de Treinamento (60% da base de dados) para estimar os parametros de cada
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modelo, uma base de Validacao (20%) para estabelecer o ponto de parada do algoritmo, e,

finalmente, uma base de Teste (20%) para comparar o desempenho de modelos diferentes. Estas

bases serdo sorteadas ao acaso, € as mesmas bases serdao usadas para todos os modelos.

6.4 Resumo dos Modelos

Segue um resumo dos modelos de fatoracdo de matrizes testados, breve caracterizagdo de

cada modelo, referéncias para a sec@o na qual eles foram descritos, e também para a respectiva

regularizagdo.
Tabela 2 — Resumo dos Modelos de Fatoracdo de Matrizes
Modelo Regularizacdo Social Norma Secado Equacao
Modelo B Sem F 3.2 34
Modelo C Sem L 3.3 3.11
Modelo D Sem L! 3.3 3.12
Modelo 1  Fator do usudrio: distancia ao centro 4.1.1 44e4.5
Modelo 2 Fator do usudrio: propagacgdo de . 410 48,49e
gostos 4.23
Modelo 2% Modelo 2, smnlandgde com amigos F 4126416 49
dos amigos
Modelo 3 Fator do usudrio: propagacao de I 413 4126413
gostos
Viés do usudrio: propagagao de
Modelo 4 F 4.2 4.27
gostos

Ja os trés modelos de Redes Neurais estao listados abaixo, também com breve caracteri-

zacdo e referéncia para a se¢do na qual estdo descritos mais detalhadamente:

Tabela 3 — Resumo dos Modelos de Redes Neurais

Modelo Descricao Secao
Modelo bésico de Perceptron de
MLP Miiltiplas Camadas 31
Modelo 5  Média das avaliacOes dos amigos  5.2.1
Modelo 6 Embedd1n~g da medlgna das 592
avaliagdes dos amigos
Modelo 7 Vetor de 0,1 identificando amigos 593

do usuério
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6.5 Resultados

Nos experimentos abaixo, os valores de d ¢ A foram escolhidos por validagdo cruzada

para o0 Modelo B. Usamos sempre o = A.

6.5.1 Base Epinions

No ajuste, consideramos d = 5. Foram utilizadas as seguintes constantes:

y=0,001
A=0=0.2 (6.3)

Os resultados dos ajustes estdo apresentados na Tabela 4. O desvio padrio para os EQMs
obtidos variou entre 0,010 e 0,012.

O modelo de melhor desempenho para esta base foi 0 Modelo 3 sem similaridade (em
negrito), atingindo o EQM de 1,192, uma queda de 0,247 (20 desvios padrdes) em relacio
a0 Modelo B. De modo geral, os modelos com uso da norma L' na regularizacio (Modelo C,
Modelo D e Modelo 3) mostraram ajuste significativamente melhor do que os modelos que usam

a norma de Frobenius.

Tabela 4 — Base Epinions: EQM;.s. para modelos de Fatoracdo de Matrizes com Regularizacdo Social

Similaridade

Sem Sim  Simy  Simy  Simz  Simyg  Sims  Simg
Modelo B 1,438
Modelo C 1,309
Modelo D 1,297
Modelo 1 1,342 1,392 1,399 1,393 1,392 1,392
Modelo 2 1,306 1,383 1,399 1,398 1,386 1,388 1,268
Modelo 2* 1,317 1,339 1,362 1,387
Modelo 3 1,192 1,276 1,296 1,293 1,278 1,281
Modelo 4 1,368

Modelo

A similaridade parece ter pouco ou nenhum impacto positivo no resultado. O uso da
similaridade pode, inclusive, levar a piora do resultado: isso pode ser observado no Modelo 2,
para todas as similaridades com exce¢do da Simg. Esta foi a similaridade de melhor performance,
beneficiando-se da introducdo de mais um parametro. Isso se deve ao fato de que a maioria dos
usudrios da base ndo avaliou os mesmos produtos que os seus amigos, levando a um nimero
elevado de similaridades iguais a 0. Assim, estendendo a similaridade para os amigos dos amigos,
no Modelo 2, observamos um resultado ligeiramente melhor (por exemplo, para a Sim;, o EQM
caiude 1,383 a 1,317, 5 desvios padrdes), porém ainda inferior ao resultado obtido para o Modelo
2 sem similaridade (EQM de 1,306).
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Considerando somente os modelos com similaridades de 1 a 5, a Sim; teve o melhor
desempenho em todos os modelos, seguida de Sim4, segunda melhor para 3 dos 4 modelos com
similaridade. A Sim, teve o pior desempenho para 3 dos 4 modelos, com a notédvel excecao
do modelo em que calculamos a similaridade com base nos produtos avaliados pelo usuério, e
pelos amigos dos amigos. Isso se deve ao fato de que esta similaridade é nula também quando
os usudrios avaliaram somente um produto em comum. Quando trabalhamos com amigos de
amigos, temos um ndmero bem maior de produtos avaliados, e portanto um niimero maior de

produtos avaliados em comum.

A inclusao dos amigos dos amigos para o cdlculo da similaridade leva a diminui¢do do
EQM para as quatro similaridades testadas. Para trés delas, esta diminuicao € significativa. O
melhor resultado, observado para a Simy, de 1,317, é bastante proximo do EQM obtido para o
Modelo 2 sem similaridade, de 1,306. Isso se deve ao fato de que, enquanto a maioria absoluta
dos pares de amigos nao avaliou produtos em comum, entre os amigos de amigos a fracao de

pares com avaliagdes em comum sobe para 46%.

A regularizagdo social para o viés do usudrio (Modelo 4) levou, neste caso, a uma
diminuig¢ao significativa do EQM, para 1,368, uma queda de 5 desvios padrdes em relacdo ao

modelo B.
Agora, vamos dar uma olhada nos modelos de Filtragem Colaborativa Neural:

Tabela 5 — Base Epinions: EQM;.. para modelos de Filtragem Colaborativa Neural

Modelo MLP Modelo5 Modelo6 Modelo 7
EOM; .4, 1,165 1,085 1,182 1,105

Todos os modelos de Filtragem colaborativa Neural tém desempenho superior ao dos
modelos tradicionais, tanto em relacdo ao Modelo B, quanto em relacdo ao modelo de Filtragem
Colaborativa de melhor desempenho. Os Modelos 5 e 7 produziram resultados significativamente
melhores do que o do MLP simples, confirmando o potencial da inclusdo das informagdes da

rede social no sistema de recomendacdo.

6.5.2 Base Filmtrust
No ajuste, consideramos d = 15. Foram utilizadas as seguintes constantes:

¥=0,001
A=0=0,3 6.4)

Os resultados dos ajustes estdo apresentados na Tabela 6. Nesta tabela, optamos por
omitir os ajustes do Modelo 3, ja que estes se mostraram muito inferiores aos demais, produzindo
ajustes com EQM similar aos do Modelo C e Modelo D.
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Tabela 6 — Base Filmtrust: £EQM;.y. para modelos de Fatoracdo de Matrizes com Regularizacdo Social

Similaridade

Sem Sim  Simy  Simy,  Simz  Simyg  Sims  Simg
Modelo B 0,822
Modelo C 1,128
Modelo D 1,174
Modelo 1 0,797 0,802 0,806 0,802 0,801 0,802
Modelo 2 0,798 0,795 0,802 0,805 0,797 0,799 0,807
Modelo 2* 0,799 0,802 0,802 0,802
Modelo 4 0,816

Modelo

O desvio padrao para os EQMs variou entre 0,011 e 0,013.

Neste caso, ao contrario da base Epinions, a norma L' teve um desempenho péssimo,

significativamente inferior ao dos modelos que utilizam a norma de Frobenius.

Apesar de que praticamente todos os modelos com regularizag¢do social mostraram uma
melhora significativa em relacdo ao Modelo B, ndo temos um modelo que se destaca claramente

como melhor.

Observamos que a diferenca de performance entre os modelos com e sem similaridade €
menor neste exemplo, o que se deve ao fato de que quase 90% dos pares de amigos t€ém produtos

avaliados em comum, de modo que podemos avaliar a similaridade para a maioria dos pares.

O modelo com regularizacao social para o viés do usudrio nao levou a uma melhora

significativa do ajuste.

Tabela 7 — Base Filmtrust: EQM;.s. para modelos de Filtragem Colaborativa Neural

Modelo MLP Modelo5 Modelo6 Modelo7
EOM; .y, 0,813 0,815 0,823 0,812

Na Tabela 7, estdo apresentados os valores de EQM;.sy, dos modelos de Filtragem
Colaborativa Neural. Neste caso, ao contrario do que observamos para a base Epinions, estes
modelos ndo levam a uma melhora significativa ndo s6 em relacdo ao modelo de menor EQM,

como também em relacdo ao Modelo B.

6.5.3 Base Yelp

No ajuste, consideramos d = 5. Foram utilizadas as seguintes constantes:

y=0,001
A=0=0,2 (6.5)



6.5. Resultados 49

Tabela 8 — Base Yelp: EQM; .. para modelos de Fatoragdo de Matrizes com Regularizacio Social

Similaridade

Sem Sim Sim1 Sim2 Sil’)’L3 Sim4 Sim5 Sim6
Modelo B 1,089

Modelo C 0,997

Modelo D 0,968

Modelo 1 1,038 1,046 1,076 1,046 1,046 1,047
Modelo 2 0,944 1,023 1,075 1,071 1,032 1,038 0,941
Modelo 2* 0,935 0,934 0,938 0,936
Modelo 3 0,938 0,945 0962 0959 0,946 0,948
Modelo 4 1,009

Modelo

O desvio padrao para os EQMs variou entre 0,006 e 0,007.

O Modelo 1 teve um desempenho muito inferior ao dos modelos 2 e 3. O modelo de
melhor desempenho foi o Modelo 2%, com EQM de 0,934 para a Sim, (22 desvios padrdes
em relacdo ao Modelo B). Na tabela acima, este modelo - e também outros que apresentaram
resultados compardveis (a diferenca entre estes resultados ndo € significativa), estao destacados

em negrito.

Assim, podemos destacar os modelos 2 e 3 sem similaridade, e também o bom desempe-
nho da Sim; e Simg. A Sim,, tal como para a base Epinions, teve excelente desempenho quando
calculada para os amigos dos amigos, e o pior desempenho entre todas as similaridades para os

demais modelos.

O uso do modelo com regularizacdo social para o viés do usudrio (Modelo 4) levou, para
a base Yelp, a uma diminui¢do significativa do EQM, de 1,089 para 1,009, uma queda de 11

desvios padrdes em relagdo ao modelo B.

Tabela 9 — Base Yelp: EQM;.s. para modelos de Filtragem Colaborativa Neural

Modelo MLP Modelo5 Modelo6 Modelo 7
EOM; .. 0,925 0,898 0,947 0,905

O modelo de Perceptron de Multiplas Camadas mostra um excelente desempenho para a
base Yelp, com EQM similar ao do melhor modelo de fatoracao de matrizes com Regularizagao

Social (a diferenga de 0,009 entre os dois modelos ndo € significativa).

Tal como para a base Epinions, os Modelos 5 e 6 levam a um incremento significativo de
EQM em relacdo ao modelo MLP. Mesmo a inclusio simples e imperfeita das informagdes da

rede social leva a uma melhora na qualidade do ajuste.
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6.5.4 Base DeviantArt

No ajuste, consideramos d = 5. Foram utilizadas as seguintes constantes:

y=0,001
A=a=0,2

(6.6)

Tabela 10 — Base DeviantArt: EQM;.y. para modelos de Fatoragcdo de Matrizes com Regularizacdo Social

Modelo ‘ Similaridade

Sem Sim Sim1 Sim2 Sim3 Sim4 Sim5 Sim6
Modelo B 0,386
Modelo C 0,391
Modelo D 0,384
Modelo 1 0,380 0,380 0,379 0,379 0,380 0,380
Modelo 2 0,375 0,374 0,374 0,378 0,374 0,374 0,376
Modelo 2* 0,375 0,376 0,378 0,379
Modelo 3 0,375 0,375 0,375 0,374 0,375 0,374

Modelo 4 0,398

O desvio padrao para os EQMs variou entre 0,003 e 0,004.

Para a base do DeviantArt, a melhora de performance devido a introdu¢do da regulari-

zacao social foi pequena. Isso se deve, provavelmente, ao fato de que temos um nimero muito

grande de avaliagcdes por usudrio, o que permite fazer estimativas boas mesmo sem apelar as

informacdes dos amigos de um certo usudrio.

O uso dos Modelos 2, 2* e 3 leva a uma queda significativa no EQM, porém nao

ha diferenca significativa entre estes modelos, e também entre suas versdes com diferentes

similaridades.

Finalmente, tal como para a base FilmTrust, o modelo com regulariza¢do social para o

viés do usudrio nao levou a uma melhora significativa do ajuste.

Tabela 11 — Base DeviantArt: EQM;.s. para modelos de Filtragem Colaborativa Neural

Modelo

MLP Modelo5 Modelo6 Modelo 7

EQMiesie 0,381

0,368

0,382

0,357

Na Tabela 11 podemos ver que o modelo MLP néo traz uma diminui¢do significativa

do EQM em comparagdo com o Modelo B. Contudo os Modelos 5 e 7 tém um excelente

desempenho, com melhora significativa quanto em relacdo ao modelo B, tanto em relacao ao

melhor modelo com Regularizagdo Social.
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CAPITULO

CONCLUSAO GERAL

Com base na intui¢@o de que as informacdes sobre as preferéncias dos amigos do usudrio
em uma rede social podem melhorar a capacidade preditiva dos Sistemas de Recomendacao,
estudamos os modelos propostos em Ma et al. (2011), e também propusemos trés modelos novos
para a incorporac¢do da regularizagdo social aos Sistemas de Recomendacio por fatoracio de
matrizes. Além disso, foram propostas e testadas quatro novas fun¢des de similaridade, além das

duas que foram estudadas em Ma et al. (2011).

Com base na andlise experimental, com aplicacdo dos modelos propostos em quatro
bases de dados de tamanho razodvel, podemos concluir que o uso de informacdes da rede social
melhora significativamente o poder de predi¢ao do Sistema de Recomendac¢do. Esta melhora
pode ser pequena, como no caso das bases DeviantArt e Filmtrust (veja as secoes 6.5.4 € 6.5.2
respectivamente), ou chegar a uma queda de 10-15% do EQM em relacdo ao modelo sem

regularizagdo social (secdes 6.5.1 e 6.5.3), mas em todos os casos ela foi significativa.

Entre os modelos testados, os de melhor desemprenho, de modo geral, foram os modelos
2e3.

Ja entre as similaridades, as que se destacaram foram a Sim, Sim; e Simg. Em maioria
dos casos, modelos com similaridade tiveram performance inferior, especialmente em bases
de dados com menor nimero de amigos e de produtos avaliados por usudrio. Trata-se de um
problema de esparsidade dos dados similar ao enfrentado em métodos de vizinhanca de Filtragem
Colaborativa: temos um ndmero muito grande de produtos, e cada usudrio avalia uma fracao
pequena destas, de modo que a probabilidade da intersec¢@o entre o conjunto dos produtos
avaliados pelo usudrio A e o conjunto avaliado pelo usuério B nao ser vazia € muito baixa. No
caso de uma base de dados em que o usudrio médio tem poucos amigos e poucos pares de amigos
avaliaram os mesmos produtos, usar um modelo sem similaridade € a melhor opcao (o caso da
base Epinions, por exemplo). Neste caso, também € possivel usar a similaridade calculada sobre

o grupo dos amigos dos amigos. Em particular, recomenda-se o uso da Sim; somente quando
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trabalhamos com amigos dos amigos, pois esta similaridade exige um nimero maior de produtos

avaliados em comum.

Surpreendentemente, o0 Modelo 3, e também os modelos C e D tiveram performances
excelentes para duas das quatro bases. Isso mostra o potencial do uso da norma L' para a

regularizacgao.

Também em dois dos quatro exemplos (se¢des 6.5.1 e 6.5.3), o Modelo 4 levou a
uma queda significativa de EQM, mostrando o potencial deste modelo em aplicacdes préticas,
possivelmente usando conjuntamente a regularizacao social para o fator do usudrio e também

para o viés do usudrio.

O modelo de MLP, embora ndo seja uma soluc@o universal (para a base Filmtrust,
este modelo teve desempenho pior do que os modelos de fatoracdo de matrizes, mesmo sem
Regularizacdo Social, e para a base DeviantArt, desempenho comparédvel ao do Modelo B),
mostrou excelente performance em duas das quatro bases testadas, base Epinions e base Yelp.
Considerando as vantagens deste modelo, tais como sua grande flexibilidade e a velocidade de
execuc¢do, a sua performance confirma o elevado potencial dos modelos que fazem uso de Redes

Neurais em Sistemas de Recomendacao.

Os outros modelos de Filtragem Colaborativa Neural, especificamente modelos 5 e 7,
mostraram, para trés dos quatro exemplos estudados, um desempenho superior ao MLP puro.
Mesmo se tratando de uma incorporagdo imperfeita, registramos melhora significativa. Isso
confirma o potencial dos estudos para melhor integracdo das informacdes da rede social nos

modelos de Filtragem Colaborativa Neural.
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APENDICE

DESCIDA PELO GRADIENTE: DETALHES

Neste apéndice, estdo apresentados os gradientes para os modelos estudados, de forma
mais detalhada.

A.1 Modelos Ce D

Para obter o gradiente, usamos a mesma defini¢éo do erro E. ;, da se¢@o anterior:

Ecp=Rcp— (e +tp+Ce-Pp) (A.1)

Agora, para 0 Modelo C, determinamos o gradiente para as variaveis Ce, Py, Uc € L.

Nas equagdes a seguir, sgn(x) é a fungdo sinal.

JdLc(C,P.
% = ZI(QP)GKSgn(RCvP — Ue— Mp — C. Pp) +A- Sgl’l(‘LLc)
¢ p

JdLc(C,P,
% - Zl(c,p)engn(RC,p —He—pp = Ce-Pp) + A -sgn(py)
P p
(A.2)

aLc(C,P,[l)
9—Cc B ;I(C,p)eKSg”(Rc,p = He = pp —Ce- PP)PP +A-sgn(Ce)
8LC(C,P,LL)
a—Pp N Zp:I(C,p)eKSg”(RC,p — e —Hp —Ce- PP)CP +4 .sgn(Pp)
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Assim, para cada par (¢, p) € K, atualizamos os pardmetros da seguinte forma:

He < pe = Y(sgn(Ec,p) + A - sgn(pic))
Wy < Wy —YV(sgn(Ecp) + A -sgn(py))
C; < Cc—y(sgn(Ecp) - Pp+ A -sgn(Ce))
Py < P, —y(sgn(Ecp) - Cc+ A - sgn(P,))

Analogamente, para o Modelo D, temos que:

dLp(C,P,
% - _ZZI(c,p)eK(Rc,p — e = pp = Ce-Pp) = A - sgn(ie)
c P
%‘ul)‘u) Zzlcp€K< — e = Hp = Ce - Pp) = A -sgn(iy)
oL (C;’u) "
D

- ac. _ZlcpeK e.p ~He = Hp = CePp)Pp =2 - sgn(Ce)

ILp(C,P, 1)

T Zlcpel( — Uc — NP_CC'PP)CP_;L'Sgn(PP>

Para cada par (c, p) € K, atualizamos os pardmetros da seguinte forma:

WS e+ Y(Eep—A-sgn(e))

[LL; — Up + }/(Ec,p -1 Sgn(‘up))
C: « Ce+Y(Ecp-Pp—A-sgn(Ce))
P; — Pp + }/(Ec,p Ce—A 'Sgn(PP))

A.2 Modelo 1

Neste modelo, a parte de regularizacao social depende somente de C,.. Dessa forma, o gra-
diente em Py, U, € U, dos dois modelos sera igual ao gradiente do Modelo B. Consequentemente,

0s passos para a atualizagdo de Py, U, € U, serdo os mesmos que no Modelo B:

.uj — He + Y(Ec',p - l .uc)
Hy <= W+ Y(Ecp— A tip)
P; —P,+Y(E.p,-Cc—APpy) (A4)

Resta desenvolver a parte especifica correspondente a cada um dos modelos propostos:
o passo para atualizar C.. Vamos trabalhar primeiro com o modelo Lj¢(C,P, i) a equagdo 4.5.

Precisamos determinar o dltimo elemento do gradiente.
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Derivamos em C,.:

Y, Sim(c,c2)Ce,

8LTS(C,P,,U.) o 8LB(C,P,u) c2€F(c)
dC, N d2C, 2o Cem Y Sim(c,c2)
c€F(c)

ZF( ' Sim(j,c2)Ce,
i . HE
Sim(c, j) <Cj— > Sim(j,c2) )
oy Z c€F(j)
L Y Sim(j,c2)
JGF (c) CzEIF(j)

=-2 (Zl(c,p)EKEQPPP - lcC)
P

Z’;( ) Sim(jvc‘Z)CL‘z
. . . crer(y
) e%(c)Szm(c,cz)Cc2 Sim(c, j) (Cj_ : GZE;(_)Sim(jmz) )
+2a Cc_ 2 . - Z .C2 .]
Y Sim(c,cr) = Y Sim(j,c2)
c26F(c) JeF(e) 2€F())
(A.5)

A.3 Modelo 1 com Similaridade Exponencial

Comecaremos com o Modelo 1:

Z C6267BS(C302) 2
. . B c€F(c)

lSﬁ(C7P7.u‘) —LB(C,P,,U)"‘(XCg Ce Z e_ﬁS(QCZ) (A6)

‘ c2€F(c) F

Derivando em f3, obtemos:
ILisp % )Cczeﬁsm)
IN . @ c
T 2aC§C G(c,c3) ||C. y o BSee (A7)
c2€F(c) F

onde

Z S(C,Cz)CCZefﬁS(C,CZ) Z e*ﬁS(C,Cz) _ Z Ccze*ﬁS(C,CQ) Z S(C7C2>67BS(C7C2)
G(C 6_2) _ c2€F(c) €F(c) c2€F(c) ¢2€F(c)

2
( Z e_ﬁs(c762))
€F(c)

(A.8)
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APENDICE

ANALISE DESCRITIVA DAS BASES DE
DADOS UTILIZADAS NO ESTUDO

Aqui, listamos um ndmero de estatisticas descritivas referentes as bases de dados utiliza-
das que podem ser tteis para a compreensao da estrutura das bases e avaliagao dos resultados

obtidos.

B.1 Epinions

A subamostra da base de dados Epinions utilizada neste estudo contém 152.738 avali-
acoes de 12.009 produtos por 9.763 usudrios, com 55.180 relagdes sociais direcionadas entre

estes usudrios. As avaliacdes variam entre 1 e 5, com média 3,96 e mediana 4.

Distribuigdo do numero de Distribuigdo do numero de
avaliagbes por produto avaliagdes por usuario

16

24

20

% produtos
% usuarios

Nimero de avaliacies Nidmero de avaliacbes

Figura 6 — Epinions: distribui¢do do nimero de avaliacdes por produto e por usuario
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Tabela 12 — Epinions: distribuicdo das avaliacdes

Avaliacdo 1 2 3 4 5
Contagem 10.156 12.391 18.474 44.473 67.244
% 6,7 8,1 12,1 29,1 440

Cada produto foi avaliado, em média, 12,7 vezes e 2,7% dos produtos receberam mais
de 50 avaliagdes. O maximo de avaliagcdes por produto foi de 97. J4 cada usudrio avaliou, em
média, 15,6 produtos diferentes. O mdximo de avaliacdes feitas por um usudrio foi de 501, e
4,9% dos usuarios avaliaram mais de 50 produtos. A distribui¢do do numero de avaliagdes por
produto e por usudrio pode ser vista na Figura 6.

Distribuigdo do numero de
amiges por usuario

50

% usuarios
30 40

20

10

Miumero de amigos

Figura 7 — Epinions: distribui¢do do niimero de amigos por usudrio

Entre todos os usudrios registrados na base, somente 56,9% t€m pelo menos um amigo, e
5,7 % t€m mais de 25 amigos. O maior nimero de amigos que um usudrio tem ¢ 196, enquanto o

nimero médio de amigos por usudrio € de 5,7.

Somente 4,9% dos pares de usudrios ligados por relacdes de amizade t€m ao menos um
produto avaliado em comum. J4 se considerarmos o usudrio e os amigos dos seus amigos, este

percentual sobe para 45,7%.

B.2 Filmtrust

A base Filmtrust contém 35.497 avalia¢des de 2.071 produtos por 1.508 usudrios, com
1.632 relacdes sociais direcionadas entre os usudrios. As avaliacdes variam entre 0,5 e 4,0, de

0,5 em 0,5, com média 3,00 e mediana 3,0.
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Figura 8 — Filmtrust: distribui¢do do nimero de avalia¢des por produto e por usudrio

Tabela 13 — Filmtrust: distribui¢do das avaliacdes

Avaliacdo 0,5 1,0 1,5 2,0 2,5 3,0 3,5 4,0
Contagem 1.060 1.141 1.601 3.113 4.392 7.877 7.142 9.171
% 3,0 3,2 4,5 88 124 222 20,1 258

Cada produto foi avaliado, em média, 17,1 vezes e 2,6% dos produtos receberam mais
de 50 avaliacdes. O maximo de avaliagdes por produto foi de 1044. Ja cada usudrio avaliou, em
média, 23,5 produtos diferentes. O maximo de avaliacdes feitas por um usudrio foi de 244, e
1,1% dos usudrios avaliaram mais de 100 produtos. A distribui¢do do nimero de avaliacdes por

produto e por usudrio pode ser vista na Figura 8.

Os usudrios avaliaram, em particular, 50 melhores filmes de acordo com o American Film
Institute. Estes foram avaliados pela maioria dos usudrios. Além disso, muitos usudrios avaliaram
somente estes 50 filmes, o que explica o elevado percentual de usudrios com exatamente 50

avaliacgoes.

Entre todos os usudrios, somente 34,6% t€ém pelo menos um amigo, e 0,3 % tém mais de
25 amigos. O maior nimero de amigos que um usudrio tem € 57, enquanto o nimero médio de

amigos por usudrio € de 1,1.

Dos pares de usudrios ligados por relagdes de amizade, 88,1% t€ém ao menos um produto
avaliado em comum. Este percentual elevado se deve, novamente, ao fato de que a maioria dos
usudrios avaliou o mesmo conjunto de 50 filmes. Se considerarmos o usudrio e os amigos dos

seus amigos, este percentual cai para 73,1, devido ao baixo nimero de amigos por usudrio.
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B.3 Yelp

A subamostra da base de dados Yelp utilizada neste estudo contém 268.508 avaliacdes,
14.130 usudrios e 6.844 produtos, com 99.432 relacdes de confianga direcionadas. As avaliacdes

variam entre 1 e 5, com média 3,87 e mediana 4.

Tabela 14 — Yelp: distribuicao das avaliacdes

Avaliacdo 1 2 3 4 5

Contagem 11.579 20.935 48.487 97.093 90.414

% 43 7,8 18,0 36,2 33,7
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Figura 9 — Yelp: distribuicdo do nimero de avaliacdes por produto e por usuario

Cada produto foi avaliado, em média, 39,2 vezes e 0,9% dos produtos receberam mais
de 200 avalia¢des. O maximo de avaliagdes por produto foi de 717. Cada usudrio avaliou, em
média, 19,0 produtos diferentes. O maximo de avaliacdes feitas por um usuario foi de 327, e
1,4% dos usudrios avaliaram mais de 100 produtos. A distribui¢do do nimero de avaliacdes por

produto e por usudrio pode ser vista na Figura 9.

Entre todos os usudrios registrados na base, somente 1,2% nao t€ém amigos registrados
na base, e 2,6 % tém mais de 25 amigos. O maior nimero de amigos que um usudrio tem € 59,

enquanto o numero médio de amigos por usudrio € de 7,0.

Quase metade dos pares de usudrios ligados por relacdes de amizade, mais precisamente
44,0%, t€ém ao menos um produto avaliado em comum. Ja se considerarmos o usudrio € 0s

amigos dos seus amigos, este percentual sobe para 76,5%.
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Figura 10 — Yelp: distribuicdo do nimero de amigos por usudrio

B.4 DeviantArt

B.4.1 Conversao da base

A base de dados do DeviantArt, tal como foi coletada, contém informagdes sobre
os favoritos (“favorites”, likes) somente. Ja neste trabalho, trabalhamos com avalia¢des que
assumem pelo menos dois valores. Assim, para nao fugir do escopo, decidimos converter estas
avaliacOes para uma escala diferente. Para isso, optamos por converter converter estas avaliacdes

em avaliagdes de usudrios por outros usudrios.

Primeiramente, desconsideramos os trabalhos dos usudrios cujos favoritos foram cole-
tados, obtendo, desta forma, dois grupos de usudrios sem intersec¢do: aqueles que avaliaram
os trabalhos (grupo dos avaliadores), e aqueles cujos trabalhos foram avaliados (grupo dos
avaliados). Além disso, excluimos os usudrios que deram menos de 100 ou mais de 5.000 mil
favoritos (um deles com mais de 300.000), e também os usudrios com menos de 20 ou mais de
1.000 obras. Os thresholds foram escolhidos com base na distribui¢ao dos dados, de forma a

remover os casos extremos, € também no comportamento tipico dos usudrios do site.

Feito isso, para cada par (c, p), onde ¢ é o avaliador e p é o avaliado, calculamos f, a

fracao de trabalhos do artista p que foram favoritados pelo artista c. Convertemos f em avaliagcdo
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R, usando a seguinte formula:

1 se log(f) < —5.5

2 se —5.5<1 <—4.5
< log(f) B.1)

3 se —4.5 <log(f) <—-3.0

4

CcC

\

B.4.2 Estatisticas descritivas

A base DeviantArt contém 196.057 avaliacdes de 14.853 produtos por 769 usudrios, com
37.349 relagdes sociais direcionadas entre estes usudrios. As avaliacdes variam entre 1 e 4, com
média 2,47 e mediana 3.
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Figura 11 — DeviantArt: distribuicao do nimero de avaliagdes por produto e por usudrio

Tabela 15 — DeviantArt: distribui¢do das avaliacdes

Avaliacdo 1 2 3 4
Contagem 25.540 69.224 84.732 16.561
% 13,0 35,3 43,2 8,5

Cada produto foi avaliado, em média, 13,2 vezes e 0,3% dos produtos receberam mais
de 80 avaliagdes. O maximo de avaliagcdes por produto foi de 99. J4 cada usudrio avaliou, em
média, 255,0 produtos diferentes. O maximo de avaliagdes feitas por um usudrio foi de 1253, e
1,6% dos usudrios avaliaram mais de 100 produtos. A distribui¢do do nimero de avalia¢des por

produto e por usudrio pode ser vista na Figura 6.
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Figura 12 — DeviantArt: distribuicdo do nimero de amigos por usudrio

Entre todos os usudrios registrados na base, somente 98,6% tém pelo menos um amigo, e
1.6 % t€m mais de 200 amigos. O maior nimero de amigos que um usudrio tem € 285, enquanto

o nimero médio de amigos por usudrio € de 48,6.

Somente 4,5% dos pares de usudrios ligados por relacdes de amizade nao tém produtos
avaliados em comum. J4 se considerarmos o usudrio e os amigos dos seus amigos, este percentual

cai para 1,2%.



