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Resumo

KHOURI, Adilson Lopes. Desenvolvimento de técnica para recomendar
atividades em workflows cient́ıficos : uma abordagem baseada em ontologias. 2016.
101 f. Dissertação (Mestrado em Ciências) – Escola de Artes, Ciências e Humanidades,
Universidade de São Paulo, São Paulo, 2016.

O número de atividades disponibilizadas pelos sistemas gerenciadores de workflows ci-
ent́ıficos é grande, o que exige dos cientistas conhecerem muitas delas para aproveitar a
capacidade de reutilização desses sistemas. Para minimizar este problema, a literatura
apresenta algumas técnicas para recomendar atividades durante a construção de workflows
cient́ıficos. Este projeto especificou e desenvolveu um sistema de recomendação de ativida-
des h́ıbrido, considerando informação sobre frequência, entrada e sáıdas das atividades,
e anotações ontológicas para recomendar. Além disso, neste projeto é apresentada uma
modelagem da recomendação de atividades como um problema de classificação e regressão,
usando para isso cinco classificadores; cinco regressores; um classificador SVM composto,
o qual usa o resultado dos outros classificadores e regressores para recomendar; e um
ensemble de classificadores Rotation Forest. A técnica proposta foi comparada com as
outras técnicas da literatura e com os classificadores e regressores, por meio da validação
cruzada em 10 subconjuntos, apresentando como resultado uma recomendação mais precisa,
com medida MRR ao menos 70% maior do que as obtidas pelas outras técnicas.

Palavras-chaves: Sistemas de recomendação. Ontologias. Sistemas gerenciadores de work-
flows cient́ıficos. Modelagem de classificadores e regressores.



Abstract

KHOURI, Adilson Lopes. Development of a strategy to scientific workflow
activities recommendation: An ontology-based approach. 2016. 101 p. Dissertation
(Master of Science) – School of Arts, Sciences and Humanities, University of São Paulo,
São Paulo, 2016.

The number of activities provided by scientific workflow management systems is large,
which requires scientists to know many of them to take advantage of the reusability
of these systems. To minimize this problem, the literature presents some techniques to
recommend activities during the scientific workflow construction. This project specified and
developed a hybrid activity recommendation system considering information on frequency,
input and outputs of activities and ontological annotations. Additionally, this project
presents a modeling of activities recommendation as a classification problem, tested using
5 classifiers; 5 regressors; a SVM classifier, which uses the results of other classifiers and
regressors to recommend; and Rotation Forest , an ensemble of classifiers. The proposed
technique was compared to other related techniques and to classifiers and regressors, using
10-fold-cross-validation, achieving a MRR at least 70% greater than those obtained by
other techniques.

Keywords: Recommendation systems. Ontologies. Scientific Workflows Management Sys-
tems. Recommeder Systems.



Lista de figuras

Figura 1 – Sistema gerenciador de workflows cient́ıficos Kepler . . . . . . . . . . . 17

Figura 2 – Exemplo de atividade do tipo simples . . . . . . . . . . . . . . . . . . . 18

Figura 3 – Exemplo de atividade do tipo Shim . . . . . . . . . . . . . . . . . . . . 18

Figura 4 – Exemplo de atividade do tipo subworkflow . . . . . . . . . . . . . . . . 19

Figura 5 – Exemplo de incompatibilidade semântica entre atividades . . . . . . . 23
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1 Introdução, justificativa e objetivos

‘‘Perdoe-me, meu amigo, não pelo o que eu fiz. Mas pelo que estou prestes a fazer.’’

(Ragnar Lothbrok)

O termo e-Science se refere à ciência que é realizada com o uso intensivo de

computadores. Em projetos da e-Science existe uma forte relação entre computação

e outras áreas do conhecimento (biologia, astronomia, f́ısica, entre outras), tal que a

primeira fornece ferramentas fundamentais para o sucesso de experimentos cient́ıficos

computacionais da segunda. Um dos objetivos dessas ferramentas é ocultar detalhes

técnicos computacionais, permitindo aos cientistas gerenciarem experimentos com maior

facilidade (DEELMAN et al., 2009).

Uma das ferramentas para auxiliar na criação/manutenção de experimentos ci-

ent́ıficos computacionais são os sistemas gerenciadores de workflows cient́ıficos (SGWCs).

Segundo Digiampietri (2007) e Wang et al. (2010), workflows cient́ıficos são processos

estruturados e ordenados, constrúıdos de forma manual, semiautomática ou automática e

que permitem solucionar problemas cient́ıficos por meio de sua execução.

Um workflow denota a execução controlada de diversas atividades em um ambiente

potencialmente distribúıdo. Workflows representam um conjunto de atividades a serem

executadas, suas relações de interdependência, entradas e sáıdas (MEDEIROS et al., 2005).

Atividades são as unidades básicas de um workflow e podem ser serviços Web, métodos

em alguma linguagem de programação, etc.

Três grandes projetos de e-Science e seus desafios computacionais, solucionados

com o aux́ılio de SGWCs, são enumerados por Olabarriaga et al. (2014). O primeiro é a

visualização de grandes quantidades de dados Astrof́ısicos presentes no projeto internacional

IVOA1, o qual tem experimentos com petabytes de dados a serem visualizados. O segundo

são cálculos matemáticos em ambientes distribúıdos como no projeto internacional HELIO2

criado por heliof́ısicos. O último são simulações genéticas em centros médicos de pesquisa

como na universidade de Amsterdam (OLABARRIAGA et al., 2014).

Um workflow cient́ıfico modela um experimento cient́ıfico constrúıdo por meio de

diversas atividades conectadas que realizam uma tarefa computacional. Alguns SGWCs

permitem que seja armazenado o log de modelagem e execução do workflow junto com seus

1 http://www.ivoa.net
2 http://helio-vo.eu
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parâmetros de execução, o que facilita sua execução por outros cientistas. As atividades

usadas podem ser trechos de código fonte em Java (ou outra linguagem), aplicativos

locais, serviços web ou outros workflows que foram encapsulados para esconder os de-

talhes computacionais, como a lógica de programação. Isso permite aos cientistas, sem

grandes conhecimentos computacionais, ‘‘programarem’’ computadores para realizar seus

experimentos sem se preocupar com detalhes de computação.

Atualmente, há um grande número de atividades dispońıveis em repositórios como

myExperiment (ROURE, 2015), que armazena mais de 2.500 workflows e BioCatalogue

(BHAGAT et al., 2014) que disponibiliza 2.464 serviços de bioinformática. A existência desse

grande número de atividades acarreta em um grande potencial de reuso (WANG et al.,

2010), motivando a construção de sistemas para recomendar atividades aos cientistas

durante a composição dos workflows. Estes sistemas, possibilitam reduzir a criação de

novas atividades redundantes e o tempo total para a construção de workflows.

A recomendação de atividades em workflows possui algumas peculiaridades que

justificam o desenvolvimento de novas técnicas (para recomendar atividades) de reco-

mendação ou a extensão das existentes. Essas peculiaridades são: i) a esparsidade dos

dados, isto é, cada workflow é tipicamente composto por poucas atividades e as bases de

workflows, muitas vezes, contêm mais atividades do que workflows ; ii) a dependência entre

as atividades dos workflows : ao contrário da recomendação de itens como músicas, a ordem

em que as atividades serão executadas é extremamente importante para a correta criação

de um workflow ; e iii) a diversidade da representação, documentação ou anotação das

atividades e workflows: existem poucas atividades com descrições detalhadas (incluindo

algumas descrições formais e anotações ontológicas), enquanto outras possuem apenas a

definição dos tipos de dados usados na entrada e o tipo de dado produzido como sáıda da

atividade.

Este mestrado apresenta três contribuições principais. A primeira é uma técnica

mista para recomendar atividades em workflows baseada em frequência de atividades e

ontologia de domı́nio. A segunda é a modelagem da recomendação de atividades como

um problema de classificação, regressão, classificação composta (que utiliza dos resultados

de outros experimentos para classificar) e um ensemble de classificadores. A terceira

é a comparação do desempenho de diferentes técnicas de recomendação de atividades

em workflows cient́ıficos utilizando-se uma mesma base de dados constrúıda a partir de

workflows reais.
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A técnica de recomendação proposta neste projeto é genérica o suficiente para

permitir sua aplicação em diferentes contextos, apesar de ter sido projetada para tratar as

especificidades da recomendação de atividades em workflows cient́ıficos.

Os resultados deste mestrado podem auxiliar na redução da redundância de ativi-

dades, aumentando a reutilização de atividades existentes e, por conseguinte, reduzindo

a necessidade da construção de novas atividades (redundantes) e o tempo necessário

para se encontrar a atividade desejada. Segundo Cohen-Boulakia et al. (2014), uma das

principais razões para a falta de reuso de workflows e atividades é a grande complexidade

destes na área de bioinformática. Segundo o autor 98, 1% dos workflows contêm atividades

redundantes ou são redundantes em relação a outros workflows.

1.1 Objetivos

O objetivo desse mestrado é criar uma técnica de recomendação de atividades

com maior precisão do que as propostas pela literatura. Para tal, será elaborado um

sistema h́ıbrido de recomendação de atividades que usará Frequência, Entrada e Sáıda de

atividades, e Ontologia de domı́nio (FESO).

A hipótese elaborada é: ‘‘Ao acrescentar informação semântica, sobre os dados, para

um sistema de recomendação será observada uma melhoria nas métricas S@k e MRR’’.

Como objetivos secundários, será organizada uma base de dados relacional para

armazenar as atividades, os workflows e as anotações. Será estudado o domı́nio de bioin-

formática para elaborar uma ontologia de domı́nio, usada para anotar os workflows e as

atividades. Por fim, será proposta uma nova modelagem do problema de recomendação

para solucioná-lo como um problema de classificação ou regressão.

Esta dissertação está organizada com a seguinte estrutura: no caṕıtulo 2 são

apresentados conceitos básicos deste trabalho, o caṕıtulo 3 apresenta a revisão da literatura

correlata. O caṕıtulo 4 descreve a solução baseada em ontologias e frequência, o caṕıtulo 5

compara as soluções da literatura correlata com as propostas neste mestrado. Por fim, o

caṕıtulo 6 conclui o trabalho e apresenta posśıveis projetos futuros.
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2 Conceitos fundamentais

‘‘Não tema a morte. Se ela vier, aceite-a como se estivesse se deitando com uma linda

mulher.’’ (Ragnar Lothbrok)

Este caṕıtulo apresenta os conceitos básicos utilizados neste texto. Primeiramente

são definidos os sistemas gerenciadores de workflows cient́ıficos e suas principais carac-

teŕısticas (seção 2.1). As duas seções seguintes (2.2 e 2.3) detalham os tipos mais comuns

de sistemas de recomendação e desafios para construir um sistema de recomendação

de atividades em workflows cient́ıficos. A seção 2.4 define o que é uma ontologia, suas

caracteŕısticas, formas de uso e definição de termos.

A seção 2.5 define conceitos para recomendar atividades usando banco de dados de

workflows. As duas seções seguintes (2.6 e 2.7) descrevem os classificadores e regressores,

utilizados neste trabalho 1 para recomendar atividades. A última seção (2.8) descreve o

classificador composto e o ensemble usados.

2.1 Sistemas gerenciadores de workflows cient́ıficos

Sistemas gerenciadores de workflows cient́ıficos (SGWCs) são infraestruturas de

software que permitem a construção, reutilização e captura de proveniência de experimentos

cient́ıficos representados na forma de workflows (MCPHILLIPS et al., 2009). Isso possibilita

modelar e executar soluções computacionais para problemas cient́ıficos, combinando dados

e operações sobre dados em estruturas configuráveis formadas por atividades (GARIJO et

al., 2014).

As funcionalidades t́ıpicas de um SGWC (neste exemplo, o Kepler (KEPLER, 2014))

são apresentadas em quatro regiões da figura 1. A primeira região (A) oferece uma lista de

atividades para serem usadas na construção do workflow. A segunda região (B) apresenta

os parâmetros de entrada/sáıda da atividade 2. A terceira região (C) permite arrastar

atividades e conectá-las, de forma a permitir a criação do experimento computacional. A

última região (D) apresenta os conectores das atividades (setas pretas e brancas), controle

de execução do workflows (seta azul e sinal de pausa) e as ferramentas de ampliar ou

reduzir a área (lupas), as quais estão localizadas na região (C).

1 Neste trabalho foram utilizadas as implementações dos classificadores e regressores dispońıveis na
plataforma R - https://www.r-project.org/

https://www.r-project.org/
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Figura 1 – Sistema gerenciador de workflows cient́ıficos Kepler

Fonte: Adaptado de Kepler (KEPLER, 2014)

Dentro da área C há um workflow, que representa um experimento computacional,

o qual recebe o nome de um gene e retorna duas informações: i) nome do gene; e ii) identi-

ficador na base de dados. Para compreender o processo de construção deste experimento,

primeiro serão descritas as funcionalidades de cada atividade e, em seguida, como funciona

o fluxo de dados entre elas.

O objetivo das atividades é efetuar algum tipo de processamento sobre os dados

(ou usá-los para pesquisa), como os métodos/funções das linguagens de programação. Na

figura 1, a atividade número 1 recebe o nome do gene que será pesquisado. A número 2

é o cliente do serviço web e recebe como parâmetros: i) o WSDL do serviço; ii) o nome

do método a ser utilizado; iii) o tipo de retorno do serviço; e iv) as entradas e sáıdas do

método. A número 3 separa as sáıdas obtidas da pesquisa e envia-as para as atividades 4

e 5, responsáveis por exibir os resultados na tela.

O fluxo de dados entre atividades pode ocorrer de várias formas, conhecidas

por Model of Computation (MoC) (LUDASCHER et al., 2006). Workflows cient́ıficos em

bioinformática tipicamente usam duas formas de MoC. Dataflow, que realiza transformações

sobre os dados, analisa/visualiza-os e elabora simulações; e control flow mais utilizado
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em workflows de negócio, enfatiza eventos, fluxogramas e sequências de atividades. Os

workflows de bioinformática usam esses dois MoC de forma h́ıbrida nos experimentos.

2.1.1 Construção de workflows cient́ıficos

A construção de workflows cient́ıficos ocorre pela conexão de diversas atividades,

como exibido na figura 1, as quais podem ser rotuladas de acordo com sua estrutura em

três classes de atividades. A primeira é conhecida por atividade simples que contém apenas

uma atividade (GARIJO et al., 2014) como na figura 2, a qual exibe as entradas da atividade

(um inteiro e uma string) no lado esquerdo e suas sáıdas no lado direito (três inteiros).

Figura 2 – Exemplo de atividade do tipo simples

Entradas Saídas

Inteiro

Atividade
String

Inteiro

Inteiro

Inteiro

Fonte: Adilson Lopes Khouri, 2016

O segundo tipo de atividade é denominado Shim, tem por objetivo adaptar diferentes

tipos de dados (como na figura 3a). A atividade 1, da figura 3a, tem como sáıda um id do

tipo long e a atividade 2, tem como entrada um id do tipo inteiro, como consequência

ambas são incompat́ıveis. As atividades do tipo Shim efetuam conversões de tipos de dados

permitindo a conexão entre atividades incompat́ıveis como na figura 3b (LIN et al., 2009).

Figura 3 – Exemplo de atividade do tipo Shim

b
nome(String)

idade(inteiro)

id(long)

Atividade 

       01

Atividade

    Shim

Atividade 

       02

a

nome(String)

idade(inteiro)

id(long)

nome(String)

idade(inteiro)

id(inteiro)

nome(String)

idade(inteiro)

id(inteiro)

nome(String)

idade(inteiro)

id(long)

Atividade 

       01

Atividade 

       02
nome(String)

idade(inteiro)

id(inteiro)

  Atividades 

incompatíveis

Fonte: Adilson Lopes Khouri, 2016
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O terceiro tipo é denominado subworkflow, que é uma atividade constitúıda por um

workflow interno (conjunto de outras atividades), como exibido na figura 4 (MEDEIROS et

al., 2005). Nesse caso, o processamento da atividade é efetuado por um workflow completo,

cujas entradas e sáıdas devem conter no mı́nimo as entradas e sáıdas do workflow interno.

Há vários tipos de processamentos internos de atividades, os quais variam de acordo com a

estrutura do workflow. As mais comuns executam um serviço web ou código fonte interno,

porém no caso de subworkflows é comum usar um processamento misto.

Durante a construção ou execução dos workflows (inserção de atividades ou conexão

entre as diferentes atividades) alguns SGWCs armazenam as informações relativas à

modelagem e execução. Essas informações são conhecidas como proveniência. Segundo

Lim et al. (2010), há dois tipos de proveniência: i) prospective provenance que modela a

especificação de um workflow, funcionando como uma abstração/receita do mesmo e que

pode ser capturada durante a construção; e ii) retrospective provenance que representa as

execuções dos workflows, quais tarefas foram executadas e quais transformações sobre os

dados ocorreram. Esse tipo de proveniência pode ser capturado durante a execução do

workflow.

Figura 4 – Exemplo de atividade do tipo subworkflow

   Atividade

Subworkflow

Entrada 01

Entrada 02

Saída 01

Saída 02

Saída 03

Funcionamento interno da atividade subworkflow

nome(String)

idade(inteiro)

id(long)

Atividade 

       01

Atividade

      02

Atividade 

       03

nome(String)

idade(inteiro)

id(inteiro) Saída 01

Saída 02

Saída 03

Entrada 01

Entrada 02

Fonte: Adilson Lopes Khouri, 2016

Para auxiliar na construção de workflows foram propostas técnicas para compor

automaticamente ou recomendar atividades. Na primeira, o usuário passa para o sistema

um problema a ser resolvido e o SGWC seleciona e conecta automaticamente as atividades

construindo workflows para o usuário. Essa técnica é adequada a usuários que não conhecem
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detalhes espećıficos do processo e/ou não desejam se envolver nas especificidades de como

o workflow irá resolver o problema.

A segunda técnica ocorre durante a construção manual dos workflows e o sistema

gerenciador sugere ao usuário algumas atividades que podem ser úteis para o workflow

em construção. A técnica de recomendação é indicada para usuários mais experientes que

desejam ter participação ativa na construção do workflow. Há três possibilidades muito

conhecidas para recomendar atividades. A primeira é baseada em medidas de similaridade

e/ou compatibilidade (ver seção 2.2). A segunda busca atividades em workflows ‘‘parecidos’’

com o que está sendo desenvolvido. A terceira busca atividades usadas por usuários com

perfil semelhante ao do usuário atual.

2.2 Sistemas de recomendação

Sistemas de recomendação têm como objetivo recomendar itens que sejam interes-

santes aos usuários, formalizando: seja C o conjunto de todos os usuários, S o conjunto

de todos os itens que podem ser recomendados, u a função de utilidade que metrifica o

quanto um item s é útil para um determinado usuário c, dada por

u : C × S → R (2.2.1)

para cada usuário c ∈ C se deseja escolher s
′ ∈ S que maximize a função de utilidade

∀c ∈ C, s
′

c = arg max
s∈S

u(c, s) (2.2.2)

Em sistemas de recomendação, a função utilidade u não está definida para todo o espaço C×

S, isso obriga os sistemas de recomendação a extrapolar o espaço conhecido (ADOMAVICIUS;

TUZHILIN, 2005). Em outras palavras, recomendando itens não que não foram selecionados

como úteis pelos usuários mas que serão considerados úteis.

Para solucionar esse problema foram propostas diferentes técnicas para recomendar

itens, as quais foram organizadas por Paiva, Costa e Silva (2013) em seis classes. A primeira,

chamada filtro baseado em conteúdo, recomenda itens similares a outros selecionados

anteriormente pelo próprio usuário, suas limitações são: i) análise limitada do conteúdo

do item que será recomendado, geralmente há falta de descrição semântica do item; ii)

superespecialização: o usuário recebe recomendações similares demais às suas escolhas

prévias; e iii) novos usuários precisam avaliar um número mı́nimo de itens antes que o

sistema possa recomendar itens para eles.
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A segunda, denominada filtro colaborativo, recomenda ao usuário itens que já foram

selecionados por outros usuários ‘‘similares’’ a ele, possuindo como limitações: i) o problema

de novos usuários (como identificar com quem eles são similares?); ii) novos itens somente

serão recomendados ao passo que forem sendo avaliados por usuários; iii) dados esparsos,

alguns poucos usuários costumam avaliar muitos itens e a maioria avalia poucos itens

tornando a matriz de utilidade (usuários × itens) esparsa, pois o número de avaliações

feitas tende a ser muito menor do que o número de sugestões a serem realizadas. Dessa

forma, itens raros (que foram avaliados por poucos) dificilmente serão recomendados.

A terceira, denominada estratégia h́ıbrida, combina caracteŕısticas das técnicas

existentes tentando minimizar suas limitações.

Na quarta, conhecida por filtro baseado na comunidade, a recomendação é realizada

de acordo com a preferência dos colegas ou amigos do usuário ao invés de preferências de

desconhecidos. Trata-se de um tipo de especialização do filtro colaborativo herdando suas

caracteŕısticas. Tipicamente, é baseada em informações da rede social (comunidade) do

usuário.

A quinta, denominada demográfica, utiliza atributos como região, idade e idioma

para recomendar. Surgiu para tentar minimizar o problema de esparsidade e é uma

especialização do filtro colaborativo considerando que usuários com dados demográficos

parecidos podem ser considerados similares.

A sexta, conhecida por baseada em conhecimento, recomenda itens de acordo com

o domı́nio de aplicação. A função de similaridade estima quanto a descrição do problema é

similar a solução recomendada. Tem como limitação a necessidade de descrições semânticas

(usando, por exemplo, ontologias) sobre o domı́nio, usuário e o problema.

As técnicas de recomendação citadas necessitam de uma métrica de similaridade

para determinar o quanto dois itens/usuários/conceitos são próximos. Zhong, Jinsha e

Hong (2009) definem uma função de similaridade genérica s na qual o valor s(x, x
′
) é alto

quando x e x
′

são exemplos parecidos/similares/próximos, caso contrário, possuem um

valor baixo. Essa função, de uma forma geral, tem seus valores normalizados entre [0, 1].

De acordo com Zhong, Jinsha e Hong (2009), distâncias são medidas de dissimi-

laridade, um caso invertido de similaridade, no qual s(x, x
′
) é baixo quando x e x

′
são
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exemplos parecidos ou similares, caso contrário, possuem um valor alto. Uma métrica de

distância muito utilizada é a distância Euclidiana (DEZA; DEZA, 2009), calculada por

d(x,y) =

√√√√ n∑
i=1

(xi − yi)2 (2.2.3)

Outra métrica conhecida é a distância de Manhattan (DEZA; DEZA, 2009), calculada

por

d(x,y) =
n∑
i=1

|xi − yi| (2.2.4)

Uma medida de similaridade muito conhecida é a similaridade da correlação de Pearson

(DEZA; DEZA, 2009), calculada por

sim(x,y) =

n∑
i=1

(xi − x̄)(yi − ȳ)√√√√( n∑
j=1

(xj − x̄)

)2(
n∑
j=1

(yj − ȳ)

)2
(2.2.5)

em que ȳ e x̄ representam a média dos dados (y e x). Uma distância conhecida para

comparar strings é a distância de Levenshtein (DEZA; DEZA, 2009), calculada por

dL(x,y) = min{dH(x∗, y∗)} (2.2.6)

em que x∗, y∗ são strings, dH é a função que retorna as possibilidades de alteração de

strings que resultem em duas strings idênticas. A equação (2.2.6) representa o número

mı́nimo de alterações necessárias para tornar duas strings iguais.

2.3 Recomendação em workflows cient́ıficos

A construção de um sistema de recomendação para workflows cient́ıficos leva em

consideração dois aspectos principais. O primeiro, assim como em qualquer sistema de

recomendação, é recomendar itens que satisfaçam ao usuário (como descrito na equação

(2.2.2)). Já o segundo aspecto está relacionado à resolução de problemas espećıficos da

recomendação de atividades para workflows cient́ıficos que são: i) restrições de dependência

entre entrada e sáıda de atividades; ii) dependência semântica entre atividades; e iii) ordem

das atividades.

A dependência entre entrada e sáıda de atividades implica que o tipo de dado

(inteiro, string, boolean) das sáıdas da atividade recém adicionada no workflow (anterior à
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recomendação) devem ser compat́ıveis com os tipos de dados das entradas da atividade

a ser recomendada, que virá a seguir na ordem de execução. Suponha que a atividade A

tem como sáıda dois inteiros e uma string. Dessa forma, qualquer outra atividade B a

ser recomendada para completar o workflow que contém A deve ter como entrada dados

compat́ıveis com estes três tipos (ou com um subconjunto deles), ou será necessária a

utilização de uma atividade do tipo Shim.

Conectar duas atividades por meio de compatibilidade de entrada e sáıda ou

indiretamente, com uso de atividades Shim (como na figura 3) não garante que o workflow

execute ou que o problema do usuário seja solucionado. Isso ocorre em função da posśıvel

incompatibilidade semântica entre atividades como na figura 5, na qual as duas atividades

são compat́ıveis sintaticamente (as entradas e sáıdas das atividades têm os mesmos tipos

de dados), porém enquanto a string de sáıda da atividade 01 representa o caminho de um

arquivo do sistema operacional, a string de sáıda da atividade 03 representa uma conexão

com um banco de dados.

Figura 5 – Exemplo de incompatibilidade semântica entre atividades

nome(String)

idade(inteiro)

Atividade 

       01

    Atividade

incompatíveis

Atividade 

       03

nome(String)

idade(inteiro)

Saída 01

Saída 02

Saída 03

Entrada 01

Entrada 02

String (localização 

de arquivo no SO)

String (conexão com 

base de dados)

Fonte: Adilson Lopes Khouri, 2016

Além das dependências é necessário conectar as atividades na ordem correta. Ao

contrário de sistemas de recomendação de músicas, os quais podem recomendar itens em

qualquer ordem sem afetar o resultado final da recomendação, nessa área a ordem das

atividades é relevante. Por exemplo, dadas duas atividades: uma que consulte um banco

de dados e outra que atualize a informação consultada pela primeira, a ordem de execução

dessas atividades trará diferentes resultados.

Essas caracteŕısticas motivam a criação de técnicas espećıficas para recomendar

atividades em workflows cient́ıficos, como as citadas no caṕıtulo 3.
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2.4 Ontologias

Ontologia é um modelo de representação de conhecimento utilizado para descrever

conceitos de um domı́nio e suas relações, provendo um vocabulário compartilhado para eles.

Os conceitos são os substantivos de um determinado domı́nio de conhecimento e as relações

representam as posśıveis interações/hierarquias entre esses conceitos (UMAMAHESWARI;

PATIL, 2012).

Os elementos básicos, mas não obrigatórios, de uma ontologia são quatro (ALMEIDA;

BAX, 2003) e são exemplificados com o aux́ılio da figura 6. O primeiro são os conceitos,

que são organizados em uma taxonomia e representam a conceitualização de um domı́nio,

representados pelos retângulos. O segundo são as relações, representadas pelas setas, são

as interações entre os conceitos de um determinado domı́nio. O terceiro são os axiomas

que são usados para modelar sentenças. E o último são as instâncias, que representam os

elementos espećıficos, em outras palavras os próprios dados (ALMEIDA; BAX, 2003).

Figura 6 – Exemplo de ontologia

Pessoa

Lider Organização

é uma
é parte 

    de

conduz

Fonte: Adaptado de Umamaheswari e Patil (2012)

Há várias propostas na literatura sobre como classificar ontologias. A tabela 1

apresenta um sumário dessas propostas, organizado por Almeida e Bax (2003). Os autores

identificaram cinco critérios para classificação de ontologias. O primeiro é baseado em sua

função; o segundo considera o grau de formalismo da linguagem usada; o terceiro é em

relação a sua aplicação; o quarto é em relação a estrutura (mais genérica ou espećıfica); e

o último é em relação ao conteúdo da ontologia.

Para utilizar ontologias em sistemas de recomendação é necessário definir uma

métrica de similaridade entre ontologias ou entre conceitos de uma mesma ontologia. Se-

gundo Sanchez et al. (2012), essa métrica pode ser calculada por três principais abordagens:
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Tabela 1 – Posśıveis classificações de ontologias

Abordagem Classificação Descrição

Classificação por
Função proposta
por Mizoguchi, Wel-
kenhuysen e Ikeda
(1995)

Domı́nio Fornecem vocabulário sobre conceitos e seus relacionamentos.

Tarefa Provê vocabulário sistematizado para diferentes domı́nios.

Gerais Vocabulário relacionado a eventos, espaço, casualidade.

Classificação por Grau
de formalismo pro-
posta por Uschold e
Gruninger (1996)

Informal Linguagem natural

Seminformal Linguagem natural restrita.

Semiformal Linguagem artificial definida formalmente.

Formal Semântica formal, teoremas e provas.

Classificação por
Aplicação proposta
por Jasper e Uschold
(1999)

Autoria neutra Aplicativo escrito para um sistema e usado em outros.

Especificação Criada para a manutenção e desenvolvimento de sistemas.

Acesso comum Torna o vocabulário inteliǵıvel quando este é ininteliǵıvel.

Classificação por
Estrutura proposta
por Haav e Lubi
(2001)

Alto ńıvel Descrevem conceitos gerais não relacionados ao domı́nio.

Domı́nio Descrevem conceitos gerais relacionados ao domı́nio.

Tarefa Descrevem atividades com escopo inferior aos conceitos de domı́nio.

Classificação por
Conteúdo proposta
por Heijst, Schreiber e
Wielinga” (1997)

Terminológica especificam termos usados para representar um domı́nio.

Informação Estruturas de registros de bases de dados.

Modelagem de co-
nhecimento

Especificam conceitualização do conhecimento.

Aplicação Definições para modelar o conhecimento uma aplicação

Domı́nio Conceitualizações espećıficas de um domı́nio.

Genérica Conceitualizações genéricas usadas em vários domı́nios.

Representação Conceitualismo usados para representação do conhecimento.

Fonte: Adaptado de Almeida e Bax (2003)

i) contagem por arestas; ii) caracteŕısticas da ontologia; e iii) conteúdo da informação. A

contagem de arestas utiliza a representação em grafos de ontologias em que cada conceito é

representado por um nó e as relações entre os conceitos (por exemplo, relações taxonômicas)

são representadas por arestas. Essa abordagem calcula o caminho mı́nimo de arestas entre

dois conceitos. Suas principais limitações são: i) não considerar outros posśıveis caminhos

ou medidas de similaridade (entre conceitos); e ii) utilizar o mesmo peso para todas as

arestas.

A abordagem baseada em caracteŕısticas das ontologias utiliza a diferença entre

as propriedades em comum dos conceitos e as propriedades para calcular a similaridade.

As propriedades citadas são, por exemplo, os sinônimos ou definições textuais que os

conceitos contenham (mas não é mandatório que os conceitos das ontologias contenham



26

essas propriedades). As limitações dessa abordagem são exigir que a ontologia tenha

propriedades além da taxonomia e a dificuldade de identificar os pesos corretos a serem

atribúıdos para cada propriedade (SANCHEZ et al., 2012).

A abordagem baseada em conteúdo da informação presente nas ontologias calcula

a similaridade baseada na coocorrência de termos entre duas ontologias. Por exemplo,

utilizando a equação

IC(x) = − log2 P (x) (2.4.1)

que calcula o log2 da probabilidade de ocorrência P (x) e multiplica-o por −1. Sua limitação

é que necessita de uma grande e refinada estrutura ontológica/taxonômica para conseguir

discriminar diferentes conceitos (SANCHEZ et al., 2012).

2.5 Recomendação a partir de banco de workflows

Uma estratégia para se recomendar atividades em um workflow é a baseada nas

suas atividades existentes. Neste tipo de estratégia, com base nas atividades existentes

no workflow atual (em construção) procura-se por atividades que foram úteis a workflows

finalizados. Para isso, algum critério de proximidade entre workflows ou entre atividades

costuma ser utilizado. A seguir algumas abordagens que usam banco de dados de workflows

são apresentadas.

2.5.1 Recomendação a partir da última atividade

Uma maneira de se recomendar atividades com base num banco de workflows é

sugerir ao usuário as atividades que costumam ser mais frequentemente utilizadas após a

última atividade inserida pelo usuário. Essa estratégia assume que a sequência de atividades

costuma ser conservada entre diferentes workflows.

2.5.2 Recomendação a partir de itemsets

Uma das maneiras de recomendar itens é por meio da identificação de itemsets

frequentes (Conjuntos de itens que ocorrem com frequência no conjunto de dados (HAN;
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KAMBER; PEI, 2011)). Um dos algoritmos mais famosos para este tipo de recomendação é

o algoritmo Apriori (AGRAWAL; SRIKANT, 1994).

Algumas definições essenciais para compreender o algoritmo Apriori são; i) itemsets ;

ii) k-itemset ; iii) regra de associação; iv) suporte; iv) confiança; e v) propriedade Apriori.

Cada conjunto de itens é denominado itemset (HAN; KAMBER; PEI, 2011). Um itemset

com k elementos é chamado de k-itemset. Uma regra de associação é uma relação entre

itemsets e tem o formato A→ B. Cada regra de associação tem um suporte dado por

sup(A→ B) = P (A ∪B) (2.5.1)

e uma confiança calculada como

conf(A→ B) =
sup(A→ B)

sup(A)
(2.5.2)

Uma regra de associação r é considerada interessante caso sup(r) > α e conf(r) > β. A

propriedade Apriori diz que para um itemset ser considerado frequente todos os itemsets

contidos nele também devem ser frequentes (HAN; KAMBER; PEI, 2011). Para determinar

boas regras de associação deve-se estabelecer dois limiares α e β para o suporte e a

confiança da regra, respectivamente.

O Apriori pesquisa por itemsets frequentes, que são aqueles que apresentem um

suporte mı́nimo, em uma base de transações usando uma estratégia de três fases iterativas.

A primeira é a geração de itemsets candidatos de tamanho k usando os itemsets

de tamanho k − 1, de acordo com a propriedade Apriori para aumentar as chances de

gerar itemsets frequentes devem ser criados apenas itemsets que contenham k − 2 itens

em comum. A segunda fase é a poda, na qual são pesquisados itemsets que contenham

subitemsets não frequentes, os quais são removidos do conjunto de itemsets candidatos.

A última fase é o cálculo de suporte, na qual cada candidato tem seu suporte calculado

varrendo-se a base de dados uma vez, removendo os que contenham suporte menor que o

mı́nimo.

Um caso especial desse algoritmo é a criação do itemset para k = 1, aqueles que

contêm apenas um item no conjunto. Dessa forma, não podem ser criados a partir de um

conjunto de tamanho inferior como no caso geral descrito anteriormente. Nesse caso são

criados todos os posśıveis conjuntos unitários. Em seguida, a base de dados é usada para

calcular seus suportes. Por fim, são removidos os que não contêm suporte mı́nimo (HAN;

KAMBER; PEI, 2011).
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Tabela 2 – Bases de dados de exemplo

id Produto

1 Pão
2 Leite
3 Açúcar
4 Papel Higiênico
5 Manteiga
6 Fralda
7 Cerveja
8 Refrigerante
9 Iogurte
10 Suco

(a) Produtos da base de dados

TID Itens comprados

101 {1, 3, 5}
102 {2, 1, 3, 7, 5}
103 {4, 9, 2, 1}
104 {5, 2, 1, 3, 9}
105 {1, 8, 6, 4, 3, 5}
106 {9, 2, 8}

(b) Compras efetuadas no supermercado

Fonte: Adaptado de Han, Kamber e Pei (2011)

2.6 Recomendação por classificação

Segundo Han, Kamber e Pei (2011) classificar itens computacionalmente é construir

um modelo que permita predizer suas classes discretas. Este modelo é constrúıdo em

duas etapas: a primeira é o treinamento, no qual o classificador está aprendendo com um

conjunto de itens rotulados; a segunda é a fase de testes. Nela, o classificador utiliza as

regras aprendidas na fase anterior para classificar dados sem rótulo.

2.6.1 Classificação por vizinhos mais próximos

O algoritmo K-nearest neighbors (KNN) (HAN; KAMBER; PEI, 2011), usa cada

instância dos dados de teste para localizar seus k vizinhos mais próximos (de acordo

com alguma métrica de similaridade ou distância) e atribui para essa instância à classe

que contém o maior número de vizinhos (HAN; KAMBER; PEI, 2011). Para exemplificar o

funcionamento são utilizados os dados da tabela 3 como conjunto de treinamento.

Tabela 3 – Exemplo de dados de treino para o KNN

alimento doçura crocância rótulo

uva 8 5 fruta
feijão 3 7 vegetal
castanha 3 6 protéına
laranja 7 3 fruta
tomate 6 4 fruta

Fonte: Adaptado de Lantz (2013)
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Considerando que os dados da tabela 3 foram utilizados para treinamento e que o

algoritmo recebe uma nova instância (o tomate) para ser classificada e que ela possui os

atributos: i) doçura = 6; e ii) crocância = 4). O algoritmo calcula as distâncias entre a

instância tomate e todos os dados de treinamento, como mostra a figura 7, obtendo

d(uva, tomate) =
√

(6− 8)2 + (4− 5)2 = 2, 2 (2.6.1)

d(feijão, tomate) =
√

(6− 3)2 + (4− 7)2 = 4, 2 (2.6.2)

d(castanha, tomate) =
√

(6− 3)2 + (4− 6)2 = 3, 6 (2.6.3)

d(laranja, tomate) =
√

(6− 7)2 + (4− 3)2 = 1, 4 (2.6.4)

Determinar a classe da instância tomate depende do número k de vizinhos escolhidos

pelo usuário e pelas distâncias calculadas. Utilizando k = 1, a instância seria classificada

como fruta, pois o único vizinho (laranja) pertence a este rótulo. Usando k = 3, a instância

terá três vizinhos: i) laranja; ii) uva; e iii) feijão; totalizando duas frutas e um vegetal

consequentemente o tomate seria classificado como fruta novamente.

Figura 7 – Exemplo de classificação usando o algoritmo KNN
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uva

laranja
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proteínas frutas

Fonte: Adaptado de Lantz (2013)

A escolha de um número muito alto k de vizinhos usados para classificar causa uma

redução no impacto de rúıdos, porém pode enviesar o classificador tornando-o incapaz de

identificar alguns padrões significativos. Em contrapartida, utilizar um valor muito baixo,

como k = 1, pode tornar o algoritmo suscet́ıvel a rúıdos.

Uma posśıvel abordagem para encontrar um bom valor de k é testar o conjunto de

dados para diversos valores e comparar as diferentes desempenhos de classificação.
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2.6.2 Árvores de classificação e regressão - classificador e regressor

Técnicas baseadas em árvores de decisão usam uma estrutura em árvore para tomar

decisões. Esta estrutura é constitúıda por um nó raiz, diversos nós de decisão e os nós

folha, como ilustrado na figura 8.

O aprendizado das árvores é feito utilizando o conjunto de treinamento, no qual

é selecionado o atributo que maximiza algum critério de divisão (ver equações (2.6.7) e

(2.6.10)) responsável por particionar o conjunto. Este atributo pode se tornar um nó de

decisão, no caso das instâncias da partição criada por esta divisão contenham rótulos

diferentes, ou um nó folha, no caso das instâncias da partição criada por esta divisão

contenham o mesmo rótulo (HAN; KAMBER; PEI, 2011).

Figura 8 – Estrutura de árvore de decisão

NóNó

Folha Folha Folha Folha

Raiz

Fonte: Adaptado de Williams (2011)

O algoritmo CART, proposto por Breiman et al. (1984) utiliza uma abordagem

top-down que constrói a árvore recursivamente selecionando o melhor atributo baseado no

ı́ndice de Gini (ver equação (2.6.10)) a cada iteração. O crescimento da árvore termina

quando não há mais possibilidade de crescimento, o próximo passo é a poda que constrói k

árvores de decisão nas quais T1 é idêntica a T0 com exceção de um ramo que se transformou

em folha e Tk é apenas uma folha. É selecionada a melhor árvore com base no menor erro

de classificação (BREIMAN et al., 1984).

Alguns critérios de divisão muito utilizados para classificação em árvores de decisão

são: i) entropia (conceito da área da F́ısica); e ii) o ganho de informação (conceito que

deriva da teoria da informação). A entropia, mede o grau de incerteza em um conjunto,

por exemplo, um conjunto de dados com apenas um valor observado de classe tem entropia

igual a zero. Outro conjunto, em que metade dos valores residem em uma classe e a outra
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metade em outra terá entropia máxima. O cálculo de entropia (HAN; KAMBER; PEI, 2011)

é descrito pelas seguintes equações

Entropy(D) = −
m∑
i=1

pi log2(pi) (2.6.5)

InfoA(D) =
m∑
i=1

(
Di

D

)
Entropy(Di) (2.6.6)

Ganho(A) = Info(D)− InfoA(D) (2.6.7)

sendo pi a probabilidade da classe Ci no conjunto de dados D, m é o número de classes,

Di é um subconjunto de D e a equação (2.6.7) calcula o ganho de informação utilizando

o atributo A. Esse cálculo é aplicado em todos os atributos e é escolhido o que obtiver

maior ganho de informação.

Outro critério que pode ser adotado para a divisão é o ı́ndice de Gini (HAN; KAMBER;

PEI, 2011), que mede a impureza de um conjunto de dados. Representado pelo número de

instâncias encontradas na partição que não pertencem a mesma classe, calculada por

Gini(D) = 1−
m∑
i=1

(pi)
2 (2.6.8)

GiniA(D) =
m∑
i=1

(
Di

D

)
Gini(Di) (2.6.9)

∆Gini(A) = Gini(D)−GiniA(D) (2.6.10)

O atributo escolhido para teste lógico é aquele que maximiza o ∆Gini(A). Em outras

palavras, reduz a impureza do conjunto. Esses critérios são usados para particionar os

conjuntos de dados de forma recorrente até que se atinja um critério de parada, determinado

pelo algoritmo.

Para tarefas de regressão, o algoritmo tem algumas diferenças. A primeira é usar

como métrica de impureza o quadrado da soma residual (SRQ), que, segundo Connor

(2007), é calculada por

arg min
xj≤xRj

[Pl(V ar(Yl)) + Pr(V ar(Yr))] (2.6.11)

cujo objetivo é minimizar a soma da probabilidade da variância (P (V ar(Y ))) dos nós filhos

(Yl nó filho da esquerda e Yr nó filho da direita) gerados após uma divisão. Outra diferença

é que cada nó folha será preenchido pela média dos valores das instâncias de treinamento



32

atribúıdos na folha. Por fim, supõe-se uma relação linear entre a variável resposta e os

preditores. Outros aspectos como construção, poda e treinamento são idênticos a árvores

de classificação (CONNOR, 2007).

2.6.3 Naive Bayes

Classificadores baseados em técnicas Bayesianas utilizam os dados de treinamento

para calcular a probabilidade observada de cada classe de acordo com suas caracteŕısticas.

Esses classificadores são melhor aplicados em problemas nos quais a informação de

vários atributos pode ser considerada simultaneamente para gerar uma estimativa de

probabilidades de sáıdas.

O algoritmo Naive Bayes utiliza a técnica Bayesiana, que é uma aplicação do

teorema de Bayes (LANTZ, 2013) adaptado para classificação, que assume as seguintes

condições ingênuas sobre os dados: i) independência de caracteŕısticas; e ii) que todas as

caracteŕısticas são igualmente importantes. No mundo real, essas condições são falhas, mas

ainda assim o algoritmo possui um desempenho satisfatório (HAN; KAMBER; PEI, 2011).

Para explicar o funcionamento da classificação por Naive Bayes será usado um

exemplo adaptado de Lantz (2013). O objetivo é construir um classificador binário de

e-mails com as seguintes classes: i) spam; e ii) não spam. Usando o conjunto de dados de

treinamento, cada e-mail é classificado de acordo com a maior probabilidade atribúıda

pelo classificador (ser spam ou não).

O classificador verifica se o e-mail contém as seguintes palavras viagra (W1),

dinheiro (W2), cancelar assinatura (W3) e comest́ıveis (W4), em seguida, aplica o teorema

de Bayes (LANTZ, 2013). Suponha que o classificador deva rotular a mensagem M1 que

contém as palavras: viagra e cancelar assinatura, para tal, usa-se a seguinte equação

P (Spam|W1 ∩ ¬W2 ∩ ¬W3 ∩W4) =
(W1 ∩ ¬W2 ∩ ¬W3 ∩W4)P (Spam)

(W1 ∩ ¬W2 ∩ ¬W3 ∩W4)
(2.6.12)

Os valores usados para o cálculo das probabilidades são obtidos utilizando o conjunto

de treinamento (rotulado). A técnica Naive Bayes aplica o conceito de independência de

eventos (2.6.13) na equação (2.6.12)

P (A ∩B) = P (A)P (B) (2.6.13)
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Dessa forma, a probabilidade de um e-mail ser classificado como spam é dada por

EvSpam = Spam|W1 ∩ ¬W2 ∩ ¬W3 ∩W4 (2.6.14)

P (EvSpam) =

(
P (W1|Spam)P (¬W2|Spam)

P (W1)P (¬W2)

)(
P (¬W3|Spam)P (W4|Spam)P (Spam)

P (¬W3)P (W4)

)
(2.6.15)

aplicando-se a fórmula simplificada novamente, obtem-se a probabilidade do e-mail ser

classificado como não spam, dada por

EvSpam = Spam|W1 ∩ ¬W2 ∩ ¬W3 ∩W4 (2.6.16)

P (EvSpam) =

(
P (W1|Spam)P (¬W2|Spam)

P (W1)P (¬W2)

)(
P (¬W3|Spam)P (W4|Spam)P (Spam)

P (¬W3)P (W4)

)
(2.6.17)

Após definir as fórmulas para o cálculo das probabilidades da mensagem, serão utilizados os

dados do conjunto de treinamento, exibidos na tabela 4, para calcular suas probabilidades

e efetuar a classificação. Usando os dados desta tabela em conjunto com as equações

Tabela 4 – Exemplo do cálculo de verossimilhança

W1 W2 W3 W4

Verossimilhança Sim Não Sim Não Sim Sim Não Sim

Spam 4
20

16
20

10
20

10
20

0
20

20
20

12
20

8
20

Não Spam 1
80

79
80

14
80

66
80

8
80

71
80

23
80

57
80

Total 5
100

95
100

24
100

76
100

8
100

91
100

35
100

65
100

Fonte: Adaptado de Lantz (2013)

(2.6.14) até (2.6.17) obtem-se

P (EvSpam) =

(
4

20

)(
10

20

)(
20

20

)(
12

20

)(
20

100

)
= 0, 012 (2.6.18)

P (EvSpam) =

(
1

80

)(
66

80

)(
71

80

)(
23

80

)(
80

100

)
= 0, 002 (2.6.19)

A probabilidade de ser spam é igual a verossimilhança de que a mensagem é spam dividida

pela probabilidade de ser, ou não spam, logo obtem-se

P (EvSpam) =
0, 012

0, 012 + 0, 002
= 0, 857 (2.6.20)

De forma análoga para não spam tem-se que

P (EvSpam) =
0, 002

0, 012 + 0, 002
= 0, 143 (2.6.21)

Pode-se observar que a probabilidade da mensagem M1 ser spam é maior que ser não

spam. Logo será classificada como spam pelo algoritmo Naive Bayes.
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A teoria da probabilidade Bayesiana é a raiz para o cálculo de verossimilhança de um

evento baseado em uma evidência, portanto serão revisados alguns conceitos básicos usados

anteriormente. A probabilidade de um evento pode ser obtida pelos dados observados,

dividindo o número de ocorrências de um evento pelo número total de dados. Dois eventos

são ditos mutuamente exclusivos se eles não ocorrerem ao mesmo tempo. A figura 9a

apresenta um exemplo de eventos mutuamente exclusivos. Seja P (A) a probabilidade

Figura 9 – Tipos de eventos probabiĺısticos

Todos os emails

Spam - 20% Não Spam - 80%

(a) Eventos mutuamente exclusivos

Todos os emails

Spam - 20% Não Spam - 80%

Viagra - 5%

(b) Eventos não mutuamente exclusivos

Fonte: Adaptado de Lantz (2013)

de um evento A ocorrer, e dados dois eventos mutuamente exclusivos A e B é válida a

seguinte relação

P (A) = 1− P (B) (2.6.22)

É comum estudar vários eventos não mutuamente exclusivos para a mesma sáıda, ou seja,

eventos que ocorrem em conjunto. Eles permitem que um evento seja utilizado para prever

o outro. A figura 9b apresenta um exemplo de eventos não mutuamente exclusivos.

O evento viagra pode (ou não) ser um spam, logo ele é um evento conjunto com o

evento spam, mas nem todo o e-mail com essa palavra é um spam. Nesse caso, para prever

um evento com base em outro, é necessário calcular a probabilidade da intersecção dos

eventos viagra e spam P (Spam ∩ V iagra) que depende da probabilidade conjunta dos

dois eventos (como a probabilidade de um evento está relacionada a outro).

Se todos os eventos forem independentes (não satisfazem a equação (2.6.13)) é

imposśıvel prever um evento com dados de outro. No caso da não independência, é válida

a relação

P (A|B) =
P (B|A)P (A)

P (B)
=
P (A ∩B)

P (B)
(2.6.23)
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No exemplo da classificação de um e-mail como spam ou não spam, sem informações

adicionais, é posśıvel alegar que há 20% de chance de ser um spam, que é a probabilidade

apriori.

Agora suponha que foram obtidas mais informações e que a mensagem recebida

contenha o termo Viagra. A probabilidade desse termo ser utilizado em mensagens

anteriores é chamada de verossimilhança e a probabilidade do termo aparecer em qualquer

mensagem é chamado verossimilhança marginal.

Aplicando o teorema de Bayes podemos calcular a probabilidade posteriori, usando

a equação (2.6.24), que mede a probabilidade de uma mensagem ser um spam. Se a

probabilidade for maior que 50%, o e-mail é mais parecido com spam.

P (Spam|V iagra) =

verossimilhança︷ ︸︸ ︷
P (V iagra|Spam)

probabilidade apriori︷ ︸︸ ︷
P (Spam)

P (V iagra)︸ ︷︷ ︸
verossimilhança marginal

(2.6.24)

Para calcular os componentes da equação (2.6.24) é necessária uma tabela de frequência,

a qual armazena o número de ocorrências do termo Viagra nos e-mails classificados como

spam e como não spam (calculada utilizando o conjunto de treinamento), esta tabela

será utilizada para construir uma tabela de verossimilhança. No exemplo da mensagem

Tabela 5 – Matriz de frequência e de verossimilhança

Frequência W1 ¬W1 Total

Spam 4 16 20

Não Spam 1 79 80

Total 5 95 100

(a) Matriz de frequência

Frequência W1 ¬W1 Total

Spam 4
20

16
20

20

Não Spam 1
80

79
80

80

Total 5
100

95
100

100

(b) Matriz de verossimilhança

Fonte: Adaptado de Han, Kamber e Pei (2011)

M1 foi constrúıda a tabela de frequência 5a que permitiu a construção da tabela de

verossimilhança 5b. Esta última, em conjunto da equação (2.6.23), permite calcular a

probabilidade posteriori como

P (V iagra|Spam)P (Spam)

P (V iagra)
=

(
4
20

) (
20
100

)(
1
80

) = 3, 2 (2.6.25)

que é uma probabilidade mais precisa, por considerar a probabilidade condicional do termo

W1(viagra), ao invés da probabilidade baseada em independência.
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2.6.4 Rede neural - classificador e regressor

Redes neurais artificiais têm como inspiração o cérebro humano, seus neurônios e

suas conexões. A computação tenta reproduzir esse modelo de cérebro como uma relação

de entradas e sáıdas ponderadas, que são conjuntos de nós de processamento. Eles são

responsáveis por calcular a soma de entradas ponderadas e repassá-las para a função de

ativação, responsável por determinar se um sinal será enviado (ou não) para o neurônio

seguinte (HAYKIN, 2007).

Figura 10 – Exemplo de neurônio

x1

x2

xn

f(x) y

w1

w2

wn

Fonte: Adaptado de Lantz (2013)

A figura 10 apresenta um neurônio, no qual o vetor w contém os pesos sinápticos,

o vetor x contém os n sinais de entrada, f(x) é a função de ativação e y, é o sinal de sáıda

que é calculado por

y(x) = f

(
n∑
i=1

wixi

)
(2.6.26)

Uma rede neural é um conjunto de neurônios conectados em uma determinada

arquitetura. Ela consiste no número de neurônios por camada, o tipo de conexão entre eles,

o fluxo de informação entre neurônios, a função de ativação e o algoritmo de treinamento

utilizado. No restante desta seção são detalhados os itens da arquitetura citados.

Analisando a rede neural da figura 11 pode-se constatar que suas camadas são

formadas por: i) três neurônios de entrada (representados pela letra x ), que recebem os

dados diretamente da fonte; ii) dois neurônios ocultos (representados por h), que recebem

dados processados por neurônios e enviam esses dados para outros neurônios; e iii) um

neurônio de sáıda (representado por y) que apresenta a sáıda da rede.

Neste projeto, serão usadas redes neurais com duas camadas, essa escolha é justifi-

cada por Bottou et al. (2007) que demonstram que o aumento do número de camadas não

aumenta a capacidade de generalização e/ou precisão das redes neurais.
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Figura 11 – Topologia de rede neural

x1

yDados x2

x3

h1

h2

Fonte: Adaptado de Lantz (2013)

O tipo de conexão entre neurônios na figura 11 é denominado totalmente conectada,

no qual todos os neurônios de uma camada estão conectados com todos os neurônios da

camada seguinte. O fluxo de informação é denominado feedforward pois os dados trafegam

da esquerda para a direita (no sentido das setas pretas) sem retroalimentação.

A função de ativação f(x), exibida na figura 10, determina qual tipo de sinal será

enviado para o neurônio seguinte. Lantz (2013) cita as seguintes funções de ativação: a

função degrau definida por

f(x) =

0 se x < 0

1 se x ≥ 0

(2.6.27)

e a função sigmoide definida por

f(x) =
1

1 + e−x
(2.6.28)

A escolha da função de ativação deve considerar posśıveis restrições do algoritmo

de treinamento, um exemplo de restrição do algoritmo backpropagation é que a função

deve ser diferenciável em todos os pontos. Apenas a função sigmoide (2.6.28) ,das que

foram apresentadas nessa seção, satisfaz essa condição.

O algoritmo de treinamento usado neste projeto, denominado backpropagation,

possui duas abordagens para treinar os dados: i) online; e ii) batch. Neste projeto é usada

a primeira forma, que atualiza os pesos sinápticos, instância por instância, iterativamente

após serem apresentadas a rede neural (HAYKIN, 2007). Para explicar o funcionamento

deste algoritmo é necessário compreender como calcular o erro de um neurônio j na iteração

n, como o da figura 12 que é calculado por

ej(n) = dj(n)− yj(n) (2.6.29)
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sendo dj(n) o valor de sáıda esperado e yj(n) o valor de sáıda obtido. Além desse erro, é

necessário calcular o valor de erro total da camada de sáıda que é calculado por

ξ(n) =
1

2

|C|∑
j=1

e2
j(n) (2.6.30)

sendo |C| o número de neurônios na camada de sáıda da rede. O objetivo do treinamento

é atualizar o vetor w para minimizar a equação (2.6.30). Essa minimização é realizada

pela técnica descida de gradiente, a qual começa calculando o vetor de gradiente de cada

neurônio. Em seguida, calcula o erro de cada neurônio para as duas posśıveis situações: i)

para os neurônios de sáıda (caso simples); e ii) para os neurônios ocultos (caso complexo).

Por fim, usa a regra delta (2.6.56) para atualizar o valor w, esta regra tem como requisitos

os cálculos: i) do vetor gradiente; e ii) o erro dos neurônios.

Figura 12 – Exemplo de neurônio de sáıda para cálculo do backpropagation

y0 = +1

yj(n)wji(n) vj(n) (.)

y1(n)

yi(n)

ym(n)

wj0(n) = bj(n)

Neurônio J

dj(n)

ej(n)-1

Fonte: Adaptado de Haykin (2007)

A figura 12 exibe um neurônio j sendo alimentado por uma camada de neurônios

à esquerda, denominada yi com i = 1, 2, 3 . . .m. Esse neurônio tem o valor de entrada

da função de ativação vj(n), que é uma soma ponderada entre as entradas e seus pesos,

calculada por

vj(n) =

(
m∑
i=0

wji(n)yi(n)

)
(2.6.31)

sendo m o número total de neurônios de entrada. O resultado da equação (2.6.31) é o

parâmetro de entrada para a função de ativação, dessa forma é posśıvel escrever

yj(n) = ϕj(vj(n)) (2.6.32)
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A correção ∆wij(n) aplicada nos pesos sinápticos wij(n) é proporcional a derivada

parcial do erro total em relação aos pesos sinápticos ∂ξ(n)
∂wji(n)

e pode ser escrita, de acordo

com a regra da cadeia, como

∂ξ(n)

∂wji(n)
=

(
∂ξ(n)

∂ej(n)

) (
∂ej(n)

∂yj(n)

) (
∂yj(n)

∂vj(n)

) (
∂vj(n)

∂wji(n)

)
(2.6.33)

a derivada parcial da equação (2.6.33) representa um fator de sensitividade que determina

em qual direção no espaço de pesos deve-se pesquisar pelas atualizações de wji(n). Cada

uma das quatro derivadas parciais do lado direito da equação (2.6.33) será solucionada

para encontrar o gradiente. Diferenciando os dois lados da equação (2.6.30) em relação à

ej(n) é posśıvel reescrevê-la como

∂ξ(n)

∂ej(n)
= ej(n) (2.6.34)

diferenciando os dois lados da equação (2.6.29) em relação à yj(n) é posśıvel reescrevê-la

como

∂ej(n)

∂yj(n)
= −1 (2.6.35)

diferenciando a equação (2.6.32) em relação à vj(n) é posśıvel reescrevê-la como

∂yj(n)

∂vj(n)
= ϕ

′
(vj(n)) (2.6.36)

diferenciando a equação (2.6.31) em relação à wji(n) é posśıvel reescrevê-la como

∂vj(n)

∂wj(n)
= yi(n) (2.6.37)

substituindo as equações (2.6.34) até (2.6.37) na equação (2.6.33) pode-se reescrever o

erro em função dos pesos da rede como

∂ξ(n)

∂wji(n)
= −ej(n)ϕ

′
(vj(n))yi(n) (2.6.38)

a correção ∆wji(n) que será aplicada nos pesos wji(n) é definida pela regra delta como

∆wji(n) = −η
(
∂ξ(n)

∂wji(n)

)
(2.6.39)

sendo η a taxa de aprendizado. Substituindo a equação (2.6.38) na equação (2.6.39)

define-se a regra delta como

∆wji(n) = ηδj(n)yi(n) (2.6.40)
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na qual o gradiente local δj(n) é definido por

δj(n) =
∂ξ(n)

∂vj(n)
⇔

δj(n) =

(
∂ξ(n)

∂ej(n)

) (
∂ej(n)

∂yj(n)

) (
∂yj(n)

∂vj(n)

)
⇔ (2.6.41)

δj(n) = ej(n)ϕ
′
(vj(n)) (2.6.42)

De acordo com a equação (2.6.42) o gradiente local δj(n) para o neurônio de sáıda

j é o produto do sinal de erro da sáıda ej(n) para aquele neurônio e o derivativo ϕ
′
(vj(n))

da função de ativação (HAYKIN, 2007).

A posição do neurônio na arquitetura da rede influência o cálculo do gradiente local.

Dessa forma, apresenta papel fundamental para o cálculo do erro. Se for um neurônio de

sáıda pode-se utilizar a equação (2.6.29) para determinar ej(n) que será utilizado para

calcular o gradiente local com a equação (2.6.42).

Figura 13 – Exemplo de neurônio oculto para cálculo do backpropagation

y0 = +1

yj(n)wji(n) vj(n) (.)

y1(n)

yi(n)

ym(n)

wj0(n) = bj(n)

Neurônio J

dk(n)

ek(n)yk(n)wkj(n) vk(n) -1(.)

Neurônio K

+1

Fonte: Adaptado de Haykin (2007)

Se o neurônio estiver localizado em uma camada oculta, não possui erro associado

diretamente. Assim, é necessário retropropagar o erro recursivamente pelos neurônios

que estão conectados (HAYKIN, 2007). Um exemplo de neurônio oculto pode ser visto na
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arquitetura da figura 13 em que o gradiente local do neurônio oculto j, de acordo com a

equação (2.6.42), é dado por

δj(n) = −
(
∂ξ(n)

∂yj(n)

) (
∂yj(n)

∂vj(n)

)
⇔ (2.6.43)

δj(n) = −
(
∂ξ(n)

∂yj(n)

)
ϕ

′
(vj(n)) (2.6.44)

o erro do neurônio j, exibido pela figura 13, é dado por

ξ(n) =
1

2

|C|∑
k=1

e2
k(n) (2.6.45)

em que k é um neurônio de sáıda, diferenciando a equação (2.6.45) em relação à yj(n)

tem-se que

∂ξ(n)

∂yj(n)
=

 |C|∑
k=1

∂ek(n)

∂yj(n)

 (2.6.46)

usando a regra da cadeia na equação (2.6.46) pode-se escrevê-la como

∂ξ(n)

∂yj(n)
=

|C|∑
k=1

[
ek(n)

(
∂ek(n)

∂vk(n)

)(
∂vk(n)

∂yj(n)

)]
(2.6.47)

da figura 13 percebe-se que o erro é dado por

ek(n) = dk(n)− yk(n)⇔ (2.6.48)

ek(n) = dk(n)− ϕ(vk(n)) (2.6.49)

então é posśıvel reescrever o derivativo da equação (2.6.47) como

∂ek(n)

∂vk(n)
= −ϕ′

(vk(n)) (2.6.50)

a soma ponderada do neurônio k, proposto na figura 13, é dada por

vk(n) =
m∑
j=0

(wkj(n)yj(n)) (2.6.51)

sendo m o número total de entradas (excluindo bias) aplicados no neurônio k, o peso

sináptico wk0 é igual ao bias bk(n) aplicado no neurônio k. Diferenciando a equação (2.6.51)

em relação a yj(n) é obtido

∂vk(n)

∂yj(n)
= wkj(n) (2.6.52)
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Utilizando as equações (2.6.50) até (2.6.52) na equação (2.6.47), é obtido o seguinte

derivativo

∂ξ(n)

∂yj(n)
= −

|C|∑
k=1

(ek(n)ϕ′(vk(n))wkj(n))⇔ (2.6.53)

∂ξ(n)

∂yj(n)
= −

|C|∑
k=1

δk(n)wkj(n) (2.6.54)

Na segunda linha, é utilizada a definição de gradiente local da equação (2.6.41)

trocando o neurônio j por k. Usando a equação (2.6.54) na equação (2.6.43) obtem-se a

fórmula do gradiente local como

δj(n) = ϕ
′
(vj(n))

|C|∑
k=1

δk(n)wkj(n) (2.6.55)

O gradiente local δj(n) exige o cálculo do erro de todos os neurônios da camada

seguinte e os pesos sinápticos dessas conexões, dessa forma pode-se escrever a regra delta

como

∆wji(n) = ηδj(n)yi(n) (2.6.56)

que será usada para atualizar os pesos do vetor w no decorrer do treinamento. A técnica

de rede neural será usada como classificador e regressor neste projeto. No primeiro caso

são usadas as sáıdas da rede neural para atribuir classes as instâncias. No segundo caso

são usados os pesos da rede neural treinada para predizer valores numéricos.

2.6.5 SVM Binário

Suport Vector Machines (SVM) é uma técnica que pode ser usada para classificar

dados usando um hiperplano separador. O objetivo do SVM é escolher a posição do

hiperplano tal que permita formar partições homogêneas de dados em ambos os lados da

superf́ıcie de decisão. Considerando dados futuros, a melhor escolha é aquela que maximize

a margem entre os dados e o hiperplano separador, nesse caso denominado hiperplano

ótimo (LANTZ, 2013).

No decorrer desta seção será detalhada a técnica de SVM, iniciando pelo caso de

dados linearmente separáveis, seguida pelo uso das margens flex́ıveis e finalizando com a

generalização com uso do kernel trick. As explicações desta seção são baseadas nas obras
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de Haykin (2007), Lima (2004), Fletcher (1987), Stewart (2013), Burges (1998), Cristianini

e Shawe-Taylor (2000) e Chang e Lin (2011).

Dado um conjunto de dados linearmente separáveis como

({x1, d1}), ({x2, d2}), . . . ({xN , dN}) com x ∈ Rn e di ∈ {+1,−1} (2.6.57)

no qual o vetor x representa os dados e o vetor d representa as classes. Um hiperplano

separador para estes dados é definido pela seguinte equação

wTx + b = 0 (2.6.58)

sendo x o vetor de entradas, wT um vetor de pesos transposto e b um bias. Este hiperplano,

para dados linearmente separáveis, acarreta nas seguintes restrições

wTx + b ≥ 0 para di = +1 (2.6.59)

wTx + b < 0 para di = −1 (2.6.60)

dados w e b, o espaço que separa o hiperplano (2.6.58) e os dados mais próximos é

denominado margem de separação (ρ), a qual pode ser vista na figura 14. O objetivo

do SVM é maximizar essa margem. O hiperplano com margem máxima é conhecido por

hiperplano ótimo. Tem sua equação definida como

w0
Tx + b0 = 0 (2.6.61)

o par de valores ótimos, w0 e b0, devem satisfazer as seguintes restrições

w0
Tx + b0 ≥ +1 para di = +1 (2.6.62)

w0
Tx + b0 < −1 para di = −1 (2.6.63)

para garantir que a solução seja única, mesmo reescalando valores de w0 e b0, pois a

equação (2.6.61) permanecerá inalterada (LIMA, 2004). Os pontos que satisfazem o sinal de

igualdade das condições (2.6.62) e (2.6.63) (que são os pontos mais próximos do hiperplano

ótimo) são conhecidos por vetores de suporte, que são os pontos destacados na figura 14.

Com essas novas restrições, é posśıvel definir a função discriminante como

g(x) = w0
Tx + b0 (2.6.64)
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utilizando a função discriminante é posśıvel definir a margem máxima como uma distância

entre: i) hiperplano; e ii) ponto. Pois, para um dado vetor de suporte xs, para o qual

ds = +1, tem-se que

g(xs) = wT
0 x + b0 = ±1 para di = ±1 (2.6.65)

dessa forma é posśıvel escrever a distância entre os vetores de suporte e o hiperplano como

r =
g(xs)

||w0||
=


1
||w0|| para ds = +1

−1
||w0|| para ds = −1

(2.6.66)

usando a equação (2.6.66) é posśıvel definir a margem ótima como a distância entre os

vetores de suporte da classe 1 ao hiperplano ótimo acrescido da distância entre os vetores

de suporte da classe 2 ao hiperplano ótimo obtendo

ρ = 2r =
2

||w0||
(2.6.67)

Portanto, para encontrar a margem máxima, ρ na figura 14, é necessário maximizar a

norma Euclidiana do vetor de pesos definido pela equação (2.6.67) ou de forma equivalente

minimizar w tal que

Φ(w) =
1

2
wTw (2.6.68)

que é um problema de otimização quadrática convexa (LIMA, 2004) e o fator 1
2

foi

acrescentado para facilitar as derivações. Esse tipo de problema pode ser solucionado

em três etapas. A primeira é construir o lagrangiano, a segunda é derivar as condições

de otimização e a terceira é solucionar o problema no espaço dual dos multiplicadores

de Lagrange (HAYKIN, 2007). Para solucionar esse problema de otimização quadrática é

utilizada a técnica de multiplicadores de Lagrange (STEWART, 2013). Para tal, as restrições

(2.6.62) e (2.6.63) foram combinadas em apenas uma restrição equivalente

di(w
Tx + b) ≥ 1 para i = 1, 2, 3, . . . , N (2.6.69)

o que permite escrever o seguinte Lagrangiano

J(w, b, α) =
1

2
wTw −

N∑
i=1

{
αi[di(w

Tx + b)− 1]
}

(2.6.70)

no qual o primeiro termo é a função a ser minimizada e o segundo é a restrição reforçada

pelos multiplicadores de Lagrange α. A solução da equação (2.6.70) é dada pelo ponto
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Figura 14 – Vetores de suporte e margem do SVM

Hiperplano 

    ótimo

Fonte: Adaptado de Haykin (2007)

de sela do Lagrangiano (ver figura 15) que deve ser minimizado em relação a w e b, isto

requer duas condições

∂J(w, b, α)

∂w
= 0 (2.6.71)

∂J(w, b, α)

∂b
= 0 (2.6.72)

aplicando a condição (2.6.71) na equação (2.6.70) obtem-se

w =
N∑
i=1

(αidixi) (2.6.73)

aplicando a condição (2.6.72) na equação (2.6.70) obtem-se

N∑
i=1

(αidi) = 0 (2.6.74)

Segundo Fletcher (1987), o problema dual pode ser formulado com duas premissas. A

primeira é que se o problema primal tem uma solução ótima, o dual também a possui

com os mesmos valores de ótimo. Portanto pode-se solucionar o problema dual e usar seus

resultados para facilitar os cálculos para encontrar w0 e b0. Se w0 é a solução ótima para

o problema primal então α0 é a solução ótima para o problema dual, logo é suficiente e

necessário que w0 seja fact́ıvel para o problema primal e

J(w0, b0, α0) = min
w

J(w, b, α) (2.6.75)

Dessa forma é posśıvel formular o problema dual expandindo a equação (2.6.70) para

J(w, b, α) =
1

2
wTw −

N∑
i=1

(
αidiw

Txi

)
− b

N∑
i=1

(αidi) +
N∑
i=1

(αi) (2.6.76)
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Figura 15 – Ponto de sela do Lagrangiano

X
α

S
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Fonte: Adaptado de Haykin (2007)

o terceiro termo da equação (2.6.76) é zero segundo a restrição (2.6.74), podendo ser

removido. Pela restrição (2.6.73) é posśıvel escrever

wT =
N∑
j=1

(
αjdjw

Txj

)
(2.6.77)

wTw =
N∑
i=1

N∑
j=1

(
αiαjdidjxi

Txj

)
(2.6.78)

agora é posśıvel reformular a função J(w, b, α) = Q(α) e, usando o valor de (2.6.78), é

posśıvel escrever o problema dual como

Q(α) =
N∑
i=1

(αi)−
1

2

N∑
i=1

N∑
j=1

(
αiαjdidjxi

Txj

)
(2.6.79)

dessa forma é posśıvel reformular o problema de otimização quadrática para maximizar a

função objetivo como

Q(α) =
N∑
i=1

(αi)−
1

2

N∑
i=1

N∑
j=1

(
αiαjdidjxi

Txj

)
(2.6.80)

com as restrições

N∑
i=1

(αidi) = 0 (2.6.81)

αi ≥ 0 para i = 1, 2, 3, . . . , N (2.6.82)

a nova função objetivo tem como vantagem depender exclusivamente dos dados de

treinamento em forma de produto vetorial. Os valores ótimos de α denominados α0 são
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aqueles iguais a zero para os vetores de suporte e os diferentes de zero para os outros

dados de treinamento. Determinar o vetor de peso ótimo (w0) pode ser feito usando a

equação (2.6.73) tal que

w0 =

NS∑
i=1

(α0,idixi) (2.6.83)

sendo NS os vetores de suporte, com os valores de α diferentes de zero. Para o cálculo do

bias ótimo (b0) pode-se utilizar w0 a função

g(xs) = w0
Txs + b0 = ±1 (2.6.84)

e pode-se utilizar a relação d2
i = 1 obtendo

b0 =

NS∑
j=1

(
dj −

NS∑
i=1

(
α0,idixi

Txs
))

NS

(2.6.85)

em que xs é um vetor de suporte cujo multiplicador de Lagrange é diferente de zero.

O caso em que os dados não são separáveis pode ser visualizado na figura 16.

A parte a da figura exibe o caso no qual o dado (preenchido em preto) foi classificado

corretamente, porém após os vetores de suporte. A parte b exibe um erro de classificação,

pois o dado (preenchido em preto), da classe ćırculo, está localizada após o hiperplano

ótimo. Nessa situação uma posśıvel solução é tentar minimizar o erro de classificação

usando variáveis de folga ξi, para tal a equação (2.6.69) é alterada para

di(w
Tx + b) ≥ 1− ξ para i = 1, 2, 3, . . . , N (2.6.86)

as variáveis ξi metrificam o desvio de um ponto ao hiperplano ótimo. Dessa forma, valores

0 < ξi ≤ 1 significam que o dado se encontra no lado correto da superf́ıcie de decisão, para

valores ξi > 1 o dado está do lado errado da superf́ıcie de decisão. Portanto, o objetivo é

minimizar a função

Φ(ξ) =
N∑
i=1

I(ξi − 1) (2.6.87)

I(x) =

0 se x ≤ 0

1 se x > 0

(2.6.88)

Para tornar a equação (2.6.87) diferenciável, é usada a seguinte aproximação

Φ(ξ) =
N∑
i=1

(ξi) (2.6.89)



48

Agora pode-se reescrever o problema (2.6.89) em função do vetor de pesos w

Φ(w, ξ) =
1

2
wTw + C

N∑
i=1

(ξi) (2.6.90)

O primeiro termo é relacionado ao problema de minimizar a norma euclidiana do vetor de

pesos, existente pela definição do SVM. O segundo termo controla o problema de dados

não separáveis, o qual funciona como um teto do número de erros aceitos no processo

de treinamento. Quanto maior o valor da variável C, maior o número de pontos fora da

curva no conjunto de dados, quanto menor seu valor espera-se um conjunto de dados com

menos outliers.

Figura 16 – SVM considerando erro de classificação

Hiperplano 

    ótimo

Hiperplano 

    ótimo

a b

Fonte: Adaptado de Haykin (2007)

Dessa forma, o problema pode ser visto como um caso especial do caso linearmente

separável, permitindo reformular o primal anterior, ver equação (2.6.70), como

J(w, b, α, β, ξ) =
1

2
wTw + C

N∑
i=1

(ξi)

−
N∑
i=1

{
αi[di(w

Tx + b)− 1 + ξi]
}
−

N∑
i=1

(βiξi) (2.6.91)

cujo ponto de mı́nimo é dado pelas condições

∂J(w, b, α, β, ξ)

∂w
= 0 (2.6.92)

∂J(w, b, α, β, ξ)

∂b
= 0 (2.6.93)

∂J(w, b, α, β, ξ)

∂ξ
= 0 (2.6.94)
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aplicando a condição (2.6.71) na equação (2.6.91) obtem-se

w =
N∑
i=1

(αidixi) (2.6.95)

aplicando a condição (2.6.72) na equação (2.6.91) obtem-se

N∑
i=1

(αidi) = 0 (2.6.96)

aplicando a condição (2.6.94) na equação (2.6.91) obtem-se

αi + βi = C (2.6.97)

segundo Lima (2004) as condições de KKT para o problema são

αi[di(w
Tx+ b)− 1 + ξi] = 0 (2.6.98)

αi ≥ 0 (2.6.99)

βi ≥ 0 (2.6.100)

βiξi = 0 (2.6.101)

utilizando as condições (2.6.95) até (2.6.101) é posśıvel escrever o problema dual como

Q(α) =
N∑
i=1

(αi)−
1

2

N∑
i=1

(
N∑
j=1

(
αiαjdidjxi

Txj

))
(2.6.102)

com as restrições

N∑
i=1

(αidi) = 0 (2.6.103)

0 < αi ≤ C para i = 1, 2, 3, . . . , N (2.6.104)

a qual é idêntica ao caso separável acrescida de uma condição limitante (equação (2.6.104))

para o valor dos multiplicadores de Lagrange. O cálculo dos valores ótimos w0 e b0 é feito

de forma análoga ao caso linear acrescida da restrição (2.6.104). Determinar o vetor de

peso ótimo (w0) pode ser feito usando a equação (2.6.95), tal que

w0 =

NS∑
i=1

(α0,idixi) (2.6.105)

com a restrição

0 < αi ≤ C
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em que NS são os vetores de suporte e os valores de α satisfazem (2.6.104). Para o cálculo

do bias ótimo (b0) pode-se utilizar w0 e

g(xs) = wT
0 xs + b0 = ±1 (2.6.106)

e pode-se utilizar a relação d2
i = 1 obtendo

b0 =

NS∑
j=1

(
dj −

NS∑
i=1

(
α0,idixi

Txs
))

NS

(2.6.107)

com a restrição

0 < αi ≤ C

em que xs é um vetor de suporte cujo multiplicador de Lagrange é diferente de zero e os

valores de α satisfazem (2.6.104).

Quando uma fronteira de decisão linear não for adequado, como na figura 17, é

posśıvel mapear os dados de entrada para um espaço de dimensão superior, solucionar o

problema que potencialmente se torna linear e mapea-lo novamente para um espaço de

dimensão original (HAYKIN, 2007). Para compreender este mapeamento serão alterados

Figura 17 – SVM com dados não linearmente separáveis

Kernel 

 Trick

a) Espaço de 

baixa dimensão

b) Espaço de 

alta dimensão

hiperplano 

separador

Fonte: Adaptado de Lantz (2013)

alguns detalhes das soluções já apresentadas para os casos anteriores. A equação (2.6.83)

será reescrita como

NS∑
i=1

(
αidiφ

T(xi)φ(x)
)

= 0 (2.6.108)

em que a função φT(xi)φ(xi) é um produto interno de valores que pode ser definido como

k(x, xi) = φT(xi)φ(x) (2.6.109)
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sendo a equação (2.6.109) um Kernel, o qual é responsável por mapear os dados em alta

dimensão (SHAWE-TAYLOR; CRISTIANINI, 2004). Agora é posśıvel reescrever o hiperplano

ótimo como

NS∑
i=1

(αidik(x,xi)) = 0 (2.6.110)

com o uso da função de kernel k é desnecessário calcular o vetor de pesos ótimo w0, este

fato é conhecido por kernel trick. Por fim, com o uso do kernel trick é posśıvel reescrever

o problema de otimização dual como

Q(α) =
N∑
i=1

(αi)−
1

2

N∑
i=1

(
N∑
j=1

(αiαjdidjk(xi,xj))

)
(2.6.111)

com as restrições

N∑
i=1

(αidi) = 0 (2.6.112)

0 < αi ≤ C para i = 1, 2, 3, . . . , N (2.6.113)

que é idêntico ao caso não separável acrescido da função de kernel. Alguns tipos de função

Kernel utilizadas (HAYKIN, 2007; BURGES, 1998) são:

K(x, y) = (xTy + 1)p Polinomial (2.6.114)

K(x, y) = exp

(
− 1

2σ2
||x− y||2

)
Radial (2.6.115)

K(x, y) = tanh(coef0(xTy)− δ) Sigmoide (2.6.116)

K(x, y) = (xTy) Linear (2.6.117)

sendo p, σ, δ e coef0 parâmetros passados pelo usuário. A solução deste problema é idêntica

para o caso anterior acrescentando a função de kernel.

2.7 Recomendação por regressão

Segundo Han, Kamber e Pei (2011) a diferença entre classificar e efetuar uma

regressão é que a última tem por objetivo predizer valores cont́ınuos ao invés de discretos.
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2.7.1 Regressão com SVM

O SVM para regressão tem por objetivo aproximar ao máximo o hiperplano ótimo

dos dados com uma dada tolerância para erros (LIMA, 2004). Dado este objetivo, é

necessário um modelo insenśıvel em relação a pequenas alterações nos parâmetros. Para

atingir este objetivo deve-se utilizar alguma métrica que quantifique a robustez e permita

minimizar a degradação máxima do SVM para um determinado valor de insensibilidade

denominado ε (HAYKIN, 2007). Será usada a função

Lε(d, y) =

|d− y| − ε para |d− y| ≥ ε

0 caso contrário

(2.7.1)

y = wTφ(x) + b (2.7.2)

proposta por Vapnik (1998), em que ε é definido pelo usuário, d é o rótulo da instância e

y é a sáıda do preditor.

Figura 18 – Tubo de insensibilidade
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Fonte: Adaptado de Haykin (2007)

A figura 18 apresenta graficamente a relação entre a função de perda (2.7.1) e o

regressor, deve-se ressaltar que o valor de erro só será contabilizado se o valor do erro ξ

satisfizer a seguinte inequação |d− y| ≥ ε.

A figura 19 exibe a função de perda 2.7.1 em função do erro. Dessa forma, fica claro

que o valor de ε é considerado um limiar, a partir do qual o erro começa a ser calculado.

Adaptar o SVM para regressão significa encontrar duas variáveis, w e b, para a relação de

regressão definida por

d = wTx + b (2.7.3)
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Figura 19 – Gráfico da função perda

Perda Lε (d, y)

ξ

-ε +ε0 d - y
Fonte: Adaptado de Haykin (2007)

em que d é a variável resposta e x são as variáveis preditoras. A função perda (2.7.1)

permite adaptar o problema de otimização formulado como (2.6.68) na seção 2.6.5 para

Φ(w) =
1

2
||wTw||+ C

N∑
i=1

Lε(d, y) (2.7.4)

com as seguintes restrições

di − yi ≤ ε+ ξ (2.7.5)

yi − d ≤ ε+ ξ
′

(2.7.6)

ξ
′
, ξ ≥ 0 para i = 1, 2, 3 . . . N (2.7.7)

nas quais ξ e ξ
′

são variáveis de folga, positivas e idênticas a definida no caso não separável

do classificador (ver seção 2.6.5). Utilizando as restrições (2.7.5), (2.7.6) e (2.7.7) e a função

objetivo (2.7.4) é posśıvel construir o Lagrangiano Primal, como no caso da formulação do

SVM para classificação (ver seção 2.6.5), obtendo

J(w, ξ
′
, ξ, α, α

′
, γ, γ

′
) =

1

2
||wTw||+ C

N∑
i=1

ξi + ξ
′

i −
N∑
i=1

(γξi + γ
′
ξ
′

i)

−
N∑
i=1

αi((w
Tx) + b− di + ε+ ξi)−

N∑
i=1

α
′

i(di − (wTx)− b+ ε+ ξ
′

i) (2.7.8)
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a solução do Lagrangiano (2.7.8) é dada no ponto de sela (análoga ao caso não separável

do classificador na seção 2.6.5). Dessa forma, deve-se calcular suas derivadas parciais em

relação a w, b, ξ e ξ
′

e igualar todas a zero (HAYKIN, 2007) obtendo as restrições

∂J(w, ξ
′
, ξ, α, α

′
, γ, γ

′
)

∂w
= 0 (2.7.9)

∂J(w, ξ
′
, ξ, α, α

′
, γ, γ

′
)

∂b
= 0 (2.7.10)

∂J(w, ξ
′
, ξ, α, α

′
, γ, γ

′
)

∂ξ
= 0 (2.7.11)

∂J(w, ξ
′
, ξ, α, α

′
, γ, γ

′
)

∂ξ′ = 0 (2.7.12)

aplicando a condição (2.7.9) na equação (2.7.8) obtem-se

ŵ =
N∑
i=1

(αi − α
′

i)x (2.7.13)

aplicando a condição (2.7.10) na equação (2.7.8) obtem-se

N∑
i=1

(αi − α
′

i) = 0 (2.7.14)

aplicando a condição (2.7.11) na equação (2.7.8) obtem-se

α + γ = C (2.7.15)

aplicando a condição (2.7.12) na equação (2.7.8) obtem-se

α
′
+ γ

′
= C (2.7.16)

o parâmetro desejado ŵ foi obtido pela equação (2.7.13) em função dos multplicadores de

Lagrange α
′
, α. O valor de b̂ pode ser obtido pelas condições de KKT, que segundo Haykin

(2007), são

α(ε+ ξ + di − yi) = 0 (2.7.17)

α
′
(ε+ ξ

′ − di + yi) = 0 (2.7.18)

(C − α)ξ = 0 (2.7.19)

(C − α′
)ξ

′
= 0 (2.7.20)
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analisando as equações (2.7.17) e (2.7.18) pode-se concluir que instâncias nas quais C = α

ou C = α
′

residem fora das variáveis de folga ξ e ξ
′
. Multiplicando (2.7.17) por α e (2.7.18)

por α
′

e somando-as obtem-se

αα
′
(2ε+ ξ + ξ

′
) = 0 (2.7.21)

sempre que ε > 0, ξ > 0 e ξ
′
> 0 implica que αα

′
= 0, logo ambos os multiplicadores de

Lagrange não podem ser zero simultaneamente. Pelas equações (2.7.19) e (2.7.20) pode-se

escrever

ξ = 0 para 0 < α < C (2.7.22)

ξ
′
= 0 para 0 < α

′
< C (2.7.23)

as equações (2.7.22) e (2.7.23) usadas em (2.7.17) e (2.7.18) implicam que

ε− di + yi = 0 para 0 < α < C (2.7.24)

ε+ di − yi = 0 para 0 < α
′
< C (2.7.25)

agora que as condições de KKT e suas implicações foram discutidas para concluir o cálculo

do estimador ótimo da função de regressão dado por

y = ŵTx + b̂ (2.7.26)

sendo que ŵ já foi calculado pela equação (2.7.13). Falta calcular b̂ que será calculado por

meio da equação (2.7.26) e restrito às condições (2.7.24) e (2.7.25) obtendo

b̂ = di − ŵTx− ε para 0 < α < C (2.7.27)

b̂ = di − ŵTx + ε para 0 < α
′
< C (2.7.28)

Com o valor de ŵ obtido da equação (2.7.13) e dados ε e di foi posśıvel computar b̂. Dessa

forma o estimador ótimo (2.7.26) pode ser usado para predizer valores.
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2.7.2 MARS

O algoritmo Multivariate Adaptive Regression Splines (MARS), segundo Hastie,

Tibshirani e Friedman (2003), é uma generalização da regressão linear por função degrau.

Para tal, usa-se segmentos lineares de funções com a seguinte estrutura

(x− t)+ =

x− t, se x > t

0, caso contrário

(2.7.29)

(t− x)+ =

t− x, se x < t

0, caso contrário

(2.7.30)

Assim como na figura 20, na qual são visualizadas as funções espelho (x− 0.5)+ e

(0.5− x)+, cada segmento é representado por uma função linear e possui um nó no valor

de x. Diversas funções espelho são unidas para formar o modelo de regressão MARS, que

nesse ponto está pronto para predizer valores.

Figura 20 – Funções espelho usadas pelo MARS

(t - x)+ (x - t)+

0.0 0.2 0.4 t 0.6 0.8 1.0

0.5

Fonte: Adaptado de Hastie, Tibshirani e Friedman (2003)

2.7.3 Regressão Loǵıstica

A regressão loǵıstica prediz valores (variável de resposta) cont́ınuos baseados em

valores categóricos ou numéricos cont́ınuos (variáveis preditoras). Sua modelagem ocorre

por meio do generalized linear model que é uma abordagem unificada para modelar alguns

tipos de variáveis (AGRESTI, 2015). Este tipo de modelo é composto por três componentes

necessários (AGRESTI, 2015; OLSSON, 2002) para predizer valores: i) a distribuição das
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variáveis; ii) uma função link, cujo objetivo é relacionar a média condicional da distribuição

com o preditor linear; e iii) o preditor linear. O preditor linear é dado por

g(µY ) = β0 +
P∑
j=1

βjXj (2.7.31)

, a função link é dada por

g(µY ) = loge

(
π

1− π

)
(2.7.32)

e a distribuição de probabilidade assumida pela regressão loǵıstica é a binomial. Em relação

às equações (2.7.31) e (2.7.32) tem-se que π = µY é a média condicional, que significa que

a probabilidade de Y = 1, dado um conjunto de valores de X; e π
1−π é a probabilidade de

que Y = 1 (OLSSON, 2002). Usando essas equações e assumindo uma distribuição binomial

para os dados, a regressão loǵıstica está pronta para predizer valores pois os valores dos

coeficientes β foram estimados por maima verossimilhança e substitúıdos na equação

(2.7.31) que agora receberá valores de x históricos para prever novos valores.

2.8 Classificadores compostos

Nessa seção serão descritos dois classificadores compostos, denominados dessa forma

pois utilizam o resultado de outros classificadores/regressores e o rótulo das instâncias

para aprender. O primeiro consiste no uso do classificador SVM (descrito na seção 2.6.5)

sobre o resultado dos outros 5 classificadores e 5 regressores. O segundo é um ensemble

de classificadores conhecido como Rotation Forest, o qual foi proposto por Rodŕıguez,

Kuncheva e Alonso (2006).

Ambas as técnicas usam uma matriz M de entrada, criada pelos autores e apresen-

tada pela tabela 6, que contém 8.614 casos de recomendação (que são as linhas da tabela)

e uma coluna de rótulo. Cada célula da matriz M representa a posição em que o item

removido i foi recomendado pelo sistema j.

2.8.1 Análise de Componentes Principais

A Análise de Componentes Principais (PCA) tem por objetivo maximizar a variância.

A abordagem utilizada neste trabalho é baseada em matriz de covariância. O objetivo da

PCA é reduzir dimensões de p para d onde p < d.
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Tabela 6 – Matriz de entrada para classificadores compostos

# Workflow Sist. 01 . . . Sist. N Ativ. removidas Rótulo
1 01 12 . . . 1 Ativ 01 T
2 01 13 . . . 1 Ativ 01 T

...
...

...
...

...
...

...
59 01 1 . . . 1 Ativ 01 T
1 01 4 . . . 1 Ativ 02 F
2 01 7 . . . 1 Ativ 03 F

...
...

...
...

...
...

...
59 01 8 . . . 2 Ativ 59 F

...
1 73 9 . . . 10 Ativ 02 T
2 73 18 . . . 0 Ativ 02 T

...
...

...
...

...
...

...
59 73 65 . . . 6 Ativ 02 T
1 73 67 . . . 7 Ativ 03 F
2 73 5 . . . 8 Ativ 04 F

...
...

...
...

...
...

...
59 73 14 . . . 9 Ativ 59 F

Fonte: Adilson Lopes Khouri, 2016

O algoritmo transforma o conjunto de dados originais por meio de uma combinação

linear das variáveis. Os dados são projetados de forma ortogonal. Um exemplo dessa

projeção pode ser visualizado na figura 21, extráıda de Martinez (2004).

Figura 21 – Projeção ortogonal dos dados do algoritmo PCA

-8 -6 -4 -2 0 2 4 6 8

-8

-6

-4

-2

0

2

4

6

8

Fonte: Adaptado de Martinez (2004)

Há duas posśıveis implementações de PCA mais usuais, por matriz de correlação e

por matriz de covariância. No algoritmo Rotation Forest é usada a abordagem de matriz

de covariância. O primeiro passo é calcular a matriz de covariância da média dos dados
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de entrada centralizados, formando uma nova matriz N . Em seguida, são calculados os

autovalores e autovetores da matriz N . Por fim, os autovetores são usados para projetar

os dados em outro eixo como na figura 21.

2.8.2 Rotation Forest

Um ensemble de classificadores é um conjunto de classificadores, com alguma forma

de diversificação, que resolvem o mesmo problema (particionado) e juntam suas soluções

para chegar em um resultado final. A figura 22 exibe uma arquitetura t́ıpica de um

ensemble de classificadores, na qual o retângulo, sem numeração, representa o conjunto

dos dados originais, os retângulos com numeração são as partições, os triângulos são os

classificadores e a estrela de sete pontas a união das respostas dos classificadores.

Figura 22 – Arquitetura de ensemble de classificadores
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     N
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Fonte: Adaptado de Rodŕıguez, Kuncheva e Alonso (2006)

A técnica proposta por Rodŕıguez, Kuncheva e Alonso (2006) cria um ensemble de

classificadores por meio de extração de caracteŕısticas. O conjunto de dados é dividido

em K subconjuntos (que é um parâmetro do algoritmo). Em seguida a técnica Principal

Component Analysis (PCA) (ver seção 2.8.1) é aplicada em cada subconjunto. São mantidas

todas as componentes principais, o que, segundo os autores, preserva a variabilidade

dos dados. O próximo passo é multiplicar o conjunto de caracteŕısticas originais pelos

componentes principais. Cada subconjunto é apresentado a seu respectivo classificador, e

após cada um destes solucionarem o problema, a instância a ser classificada será atribúıda

à classe com maior probabilidade. Este valor é obtido pela média de todos os classificadores

do ensemble.
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Considerando que x = [xi, . . . xn] é uma instância com n dimensões, X é uma

matriz de instâncias com dimensões N × n, Y é o vetor de rótulos de X, que assumem os

valores yi = [C1, C2, . . . , Cn], seja D1, D2, . . . , DL o conjunto de classificadores usados e F

o conjunto de caracteŕısticas. Os classificadores usados nesse ensemble são todos árvores

de classificação e regressão (CART), descritos na seção 2.6.2. A construção do conjunto de

treinamento para o classificador Di pode ser realizado em quatro passos.

Primeiramente o conjunto de dados original é dividido em K partições disjuntas,

seja Fi,j o conjunto das caracteŕısticas da partição do classificador Di e seja Xi,j o conjunto

de dados formado pelas caracteŕısticas Fi,j. Em seguida, para cada classificador, deve-se

remover um subconjunto de classes de Xi,j e selecionar uma amostra do tipo bootstrap

(com reamostragem), com tamanho de 75% do número de seus objetos. O novo conjunto

será denominado X
′
i,j. O próximo passo é aplicar a PCA em X

′
i,j para obter a seguinte

matriz de coeficientes

Ri =


a

(1)
i,1 , a

(2)
i,1 , . . . a

(M1)
i,1 [0] . . . [0]

[0] a
(1)
i,2 , a

(2)
i,2 , . . . a

(M2)
i,2 . . . [0]

...
...

. . .
...

[0] [0] . . . a
(1)
i,K , a

(2)
i,K , . . . a

(MK)
i,K

 (2.8.1)

Em seguida deve-se rearranjar a matriz Ri para que a ordem dos coeficientes seja a

mesma das caracteŕısticas de F criando a matriz Ra
i . Dessa forma, o classificador Di pode

ser treinado usando (XRa
i , Y ) como conjunto de treinamento. Para a fase de classificação

é usada a seguinte equação

µj(x) =
1

L

L∑
i=1

di,j(XR
a
i ) j = 1, . . . , c (2.8.2)

na qual di,j(XR
a
i ) é a probabilidade atribúıda pelo classificador Di que x seja da classe

Cj, c é o número total de classes do problema e a equação (2.8.2) representa a confiança

média de todos os classificadores do conjunto D de que x seja da classe Cj.
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3 Revisão da literatura correlata

‘‘Não odeie seus inimigos. Isso afeta seu julgamento’’(Vito Corleone)

Este caṕıtulo detalha os trabalhos presentes na literatura correlata analisados por

meio de uma revisão sistemática. A seção 3.1 detalha as três fases da revisão sistemática:

i) planejamento; ii) condução; e iii) extração de dados. A seção 3.2 apresenta os artigos

com técnicas correlatas na área de recomendação de atividades em workflows cient́ıficos.

A seção 3.4 apresenta uma comparação entre a solução proposta, os trabalhos correlatos e

com as restrições t́ıpicas de sistemas de recomendação de workflows cient́ıficos (ver seção

2.3).

3.1 Metodologia da revisão sistemática

A revisão iniciou com um estudo exploratório sobre o tema permitindo compre-

ender o problema de recomendação em detalhes, encontrar termos espećıficos da área

de workflows cient́ıficos e definir palavras-chave. Em seguida, foi realizada uma revisão

sistemática composta por três etapas, como proposto por Biolchini et al. (2007), sendo

elas: i) planejamento; ii) condução; e iii) extração de dados. O objetivo dessa revisão foi

responder à pergunta: ‘‘Quais são as técnicas existentes para recomendar atividades em

workflows?’’.

3.1.1 Planejamento

Nesta etapa, foram definidas: a pergunta que a revisão objetivou responder, as

bibliotecas digitais utilizadas na pesquisa, a string de busca e os critérios de inclusão e

exclusão.

A revisão sistemática pretende responder a pergunta: ‘‘Quais são as técnicas

existentes para recomendar atividades em workflows?’’. Para responder a esta pergunta,

foram selecionadas as bibliotecas digitais: ACMDL (ACMDL, 2014), IEEExplore (IEEE,

2014) e Science Direct (DIRECT, 2014) por serem consideradas as principais bibliotecas

digitais da área que disponibilizam artigos completos de diversos periódicos e conferências.
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A string de busca foi definida com aux́ılio da metodologia PICO (HUANG; LIN;

DEMNER-FUSHMAN, 2006), a qual define quatro grupos de palavras-chave e os relaciona

com o operador AND, os quais estão enumerados a seguir:

1. Population: scientific, workflow e pipeline;

2. Intervention: recommendation, provenance, suggestion, forecast, advice, design,

visualization, recommender, construct, proposal, guidance, counsel, composition,

activity, shimming, inference, reuse, reusing, semiautomatically, similarity, match,

matching, complete, auto;

3. Control: O alvo da pesquisa são as técnicas usadas;

4. Output: O alvo da pesquisa é descobrir como são validadas as técnicas propostas.

Após definir os quatro grupos, foi especificada a seguinte string de busca: ‘‘(scientific

and (workflow or pipeline)) and (recommendation or provenance or suggestion or forecast

or advice or design or visualization or recommender or construct or proposal or guidance

or counsel or composition or activity or shimming or inference or reuse or reusing or

semiautomatically or similarity or match or matching or complete or auto)’’.

A string de busca foi aplicada nas bases de dados selecionadas. Em seguida, foram

lidos os resumos e conclusões de todos os artigos obtidos com a pesquisa e foram aplicados

o critério de inclusão: i) artigos que utilizam técnica de recomendação de atividades em

workflows, e os de exclusão em todos os artigos: i) trabalhos não disponibilizados na integra;

ii) trabalhos que não descrevem o método utilizado; e iii) trabalhos que não são da área de

recomendação de atividades em workflows. Para classificar um artigo como ‘‘selecionado

para leitura integral’’, ele deve satisfazer o critério de inclusão e não satisfazer nenhum

dos critérios de exclusão.

3.1.2 Condução

Submetendo-se a string de busca nas bibliotecas digitais foram obtidos 838 artigos.

Deste total, 171 oriundos da ACMDL, 448 oriundos da IEEE e 219 oriundos da Science

Direct. O resumo de cada artigo foi lido e os critérios de inclusão e exclusão aplicados.

Após a aplicação deles, foram selecionados para a leitura integral 24 artigos, os quais

estão exibidos em duas figuras: i) a figura 23a, que resume o resultado da aplicação dos
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critérios de inclusão e exclusão agrupados por base de dados; e ii) a figura 23b, que exibe

a quantidade de artigos e o ano de sua publicação.

Figura 23 – Artigos obtidos com a revisão sistemática
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Fonte: Adilson Lopes Khouri, 2016

3.1.3 Extração de dados

Os dados extráıdos de cada um dos artigos podem ser vistos na tabela 7, junto com

suas respectivas referências.

Tabela 7 – Técnicas da literatura correlata

Referência Técnica Validação

(TELEA; WIJK, 1999) Frequência Estudo de caso

(BOMFIM et al., 2005) Ontologia Estudo de caso

(SHAO; KINSY; CHEN, 2007) Itemsets e proveniência de

execução

Estudo de caso

(KOOP, 2008) Frequência e proveniências Workflows e suas proveniências

(OLIVEIRA et al., 2008) Proveniências Estudo de caso

(WANG et al., 2008) Entrada e sáıda de

atividades

Estudo de caso

(SHAO; SUN; CHEN, 2009) Proveniência de execução Estudo de caso

(WANG; CAO; LI, 2009) Itemsets e proveniência de

execução

Estudo de caso

(ZHANG; LIU; XU, 2009) Proveniência de modelagem Usados workflows sintéticos

(LENG; EL-GAYYAR;

CREMERS, 2010)

Planejador Estudo de caso

(OLIVEIRA, 2010) Frequência Comparação com Koop (2008)

(CEREZO; MONTAGNAT, 2011) Entrada/sáıda e semântica Estudo de caso

(TAN et al., 2011) Proveniência de execução Estudo de caso

(ZHANG et al., 2011) Frequência Dados do myExperiment (ROURE, 2015)

Continua na próxima página
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Tabela 7 -- Continuação da página anterior

Referência Técnica Validação

(CAO et al., 2012) Proveniência de modelagem Comparado com Zhang, Liu e Xu (2009)

(DIAMANTINI; POTENA;

STORTI, 2012)

Proveniência de modelagem Dados do myExperiment (ROURE, 2015)

(YAO et al., 2012) Baseado em confiança Dados do myExperiment (ROURE, 2015)

(GARIJO; CORCHO; GIL, 2013) Frequência e proveniência

de execução

Dados do SGWC Wings (GIL et al., 2015)

(YEO; ABIDI, 2013) Proveniência de execução Dados do myExperiment (ROURE, 2015)

(ZHANG et al., 2014) Frequência e anotações Interfaces do (PROGRAMMABLEWEB, 2014)

(GARIJO et al., 2014) Frequência e Ontologia Dados da plataforma LONI (REX; TOGA, 2003)

(OLIVEIRA et al., 2015) Itemsets considerando

ordem

Comparação com Koop (2008)

(MOHAN; EBRAHIMI; LU, 2015) Entrada/sáıda e semântica Dados do myExperiment (ROURE, 2015)

(SOOMRO; MUNIR;

MCCLATCHEY, 2015)

Frequência e Ontologia Dados da plataforma LONI (REX; TOGA, 2003)

Fonte: Adilson Lopes Khouri, 2016

3.2 Análise dos artigos selecionados pela revisão sistemática

Nesta seção são apresentadas as técnicas para recomendar atividades em workflows

cient́ıficos, empregadas ou propostas pelos trabalhos retornados pela revisão da seção 3.1.

O sistema Smartlink, proposto por Telea e Wijk (1999), modela os workflows

cient́ıficos como grafos, nos quais as arestas correspondem ao fluxo de dados e os nós às

atividades. É criado um grafo das atividades mais utilizadas e elaborada uma busca em

profundidade procurando por atividades. A recomendação do Smartlink é baseada no grafo

de atividades mais utilizadas, o que permite minimizar os seguintes problemas: i) Como

conectar duas atividades?; e ii) Quais atividades podem ser conectadas a uma atividade

espećıfica? A estratégia de recomendação não foi testada e comparada com a literatura,

foi apenas implementada em alguns sistemas e usada.

Bomfim et al. (2005) desenvolveram um sistema de recomendação de atividades em

workflows cient́ıficos baseado em ontologia de domı́nio que é utilizada para recomendar

atividades em workflows. São comparadas as anotações da proveniência de modelagem

com as do workflow em construção e são recomendados os workflows que contenham os

mesmos conceitos ontológicos. A proposta não considera as dependências de dados e de

controle para recomendar atividades. Além disso, a qualidade da recomendação não foi

testada e os autores não detalharam a ontologia constrúıda.
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Shao, Kinsy e Chen (2007) e Shao, Sun e Chen (2009) propõem minerar a pro-

veniência de execução para encontrar os experimentos que terminam em estado de sucesso.

As execuções dos workflows são modeladas como grafos aćıclicos dirigidos. Cada execução

parte do estado inicial até atingir um dos estados finais: i) teste; ii) não finalizado; iii)

irrelevante, que não auxilia a atingir o estado de sucesso; e iv) sucesso. São considerados

cŕıticos todos os caminhos que partem do estado inicial e terminam no estado sucesso. Não

foram realizados experimentos sobre recomendação, apenas sobre tempo de execução para

minerar a proveniência. Os autores citam que essas técnicas poderiam ser utilizadas para

recomendar os subworkflows de sucesso para os workflows em construção.

Koop (2008) recomenda subworkflows frequentes considerando a estrutura do

workflow. Para tal, são encontradas (utilizando a proveniência de execução) todas as

sequências de atividades posteriores ao nó âncora (aquele que vem antes do item a ser

recomendado). Essas atividades serão recomendadas ao usuário. Os testes utilizaram 2.875

workflows e suas proveniências de execução, geradas por estudantes durante um curso de

visualização de dados. O conjunto de dados foi dividido em: i) treinamento, responsável

por gerar caminhos; e ii) testes, responsável por usar caminhos gerados e recomendar.

Oliveira et al. (2008) propõem recomendar trechos de workflows baseado em filtro

colaborativo sobre a proveniência de execução e de modelagem de outros workflows. Sempre

que uma atividade é adicionada, o sistema verifica quais as atividades seguintes foram

utilizadas, considerando os dados de proveniência, e recomendando-as. Esta estratégia não

foi comparada com a literatura, foi apenas implementada no SGWC Vistrails (VISTRAILS,

2015) e foi apresentada uma recomendação de uma atividade.

Na área de recomendação de serviços, Wang et al. (2008) recomendam serviços

baseados nos fatores dependência entre serviços, modelos existentes e ordem de execução

dos serviços. Considere um modelo de workflow no qual um serviço ‘‘b’’ invoca um serviço

‘‘c’’ e o serviço ‘‘c’’ invoca o serviço ‘‘d’’. Em um workflow em construção, após a inclusão

do nó ‘‘b’’, serão dadas as recomendações ‘‘c’’ e ‘‘d’’ ordenadas pela proximidade com ‘‘b’’.

A técnica foi testada em dois problemas da área de bioinformática, porém não ocorreu

uma comparação com a literatura correlata.

Zhang, Liu e Xu (2009) propõem uma estratégia de recomendação baseada no

subgrafo anterior ao nó âncora (aquele que vem antes do item a ser recomendado) que é

definido por meio da proveniência de modelagem. São recomendados os nós posteriores

aos subgrafos com maior ocorrência, isto é, é gerada uma lista com todas as possibilidades
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de próximos nós baseados em todos os nós anteriores ao nó âncora, de acordo com a pro-

veniência de modelagem. Esta estratégia foi testada por meio de workflows e proveniências

criados pelos autores.

Wang, Cao e Li (2009) recomendam atividades por meio de itemsets frequentes

minerados a partir das mudanças ocorridas nos workflows. Cada mudança é denominada ∆,

uma série destas transforma um workflow em outro e consiste na sequência: ∆0,∆1, . . . ,∆N .

É aplicado o algoritmo Apriori em todas as sequências de operações ∆. Dessa forma, são

obtidas as regras de associação que podem ser usadas como recomendação. A técnica é

implementada em um SGWC, porém não ocorrem comparações com a literatura correlata.

Leng, El-Gayyar e Cremers (2010) propõem um planejador que procura por termos

de uma ontologia. Primeiramente, os grafos aćıclicos dirigidos, que representam os serviços

web e suas relações, são modelados como uma qúıntupla (P, P0, G, A, Γ) onde P é o

conjunto de proposições, P0 é o estado inicial, G é o estado a ser atingido, A é o conjunto de

ações que transformam uma proposição em outra e Γ é a função que transforma proposições.

No grafo, os serviços serão as ações A, as entradas e sáıdas de todos os serviços

serão as proposições P, a entrada passada pelo usuário será o estado inicial P0 e a

sáıda esperada pelo usuário será o estado final a ser atingido G. O planejador começa

adicionando os estados que satisfaçam as entradas das proposições existentes e que tenham

uma similaridade semântica mı́nima, a qual é calculada por meio de graus de similaridade

comparando as anotações semânticas feitas em todos os serviços com termos controlados

por uma ontologia.

A similaridade entre dois conceitos, c1 e c2, da ontologia é calculada com as seguintes

regras: i) c1 e c2 são equivalentes, então é denominada exata; ii) c2 é super conceito de c1;

iii) c1 é super conceito de c2; iv) são inexatos. Ao término do algoritmo é encontrado um

caminho entre o estado inicial e o final o qual é recomendado. O sistema foi parcialmente

testado, pois ainda estava sendo implementado, porém não ocorreram comparações com a

literatura correlata, apenas uma recomendação espećıfica para um caso simples.

Oliveira (2010) recomenda atividades de workflows cient́ıficos utilizando mineração

sequencial. Essa abordagem permite utilizar uma modificação do algoritmo Preorder

Linked WAP (PLWAP) desenvolvido por Ezeife (2005) para recomendar atividades.

São determinadas as sequências maximais (aquelas que não estão presentes em outras

sequências de um mesmo workflow). As sequências são a entrada para o PLWAP que

define os caminhos padrões (que são usados como recomendação). Foi usada uma base de
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dados de 3.340 workflows, essa estratégia de recomendação foi comparada com a proposta

por Koop (2008).

Cerezo e Montagnat (2011) elaboraram um sistema que permite construir workflows

em alto ńıvel, utilizando ontologias de domı́nio. Essa modelagem é convertida para uma

linguagem que pode ser executada por sistemas gerenciadores de workflow cient́ıfico.

Durante a tradução, que é semiautomática, são recomendados para o usuário subworkflows

que possuem entradas e sáıdas compat́ıveis sintaticamente e cuja similaridade ontológica é

alta em relação ao workflow de alto ńıvel modelado. Os autores não citam a estratégia de

validação dos resultados, apenas elaboram uma recomendação espećıfica para um caso

simples.

Tan et al. (2011) constroem dois grafos: i) workflows e seus serviços, representados

por nós, e as arestas representam a relação de inclusão de um serviço dentro de um

workflow ; e ii) entre operações, em que os nós representam operações dentro de serviços e

as arestas operações entre serviços. Com esses grafos, é posśıvel usar o algoritmo Apriori

para descobrir quais serviços são utilizados em conjunto por quais usuários, e assim gerar

recomendações. Não são citadas comparações com a literatura correlata, apenas uma

recomendação espećıfica para um caso simples.

Zhang et al. (2011) constroem redes sociais de: i) workflows e serviços; ii) serviços e

serviços; e iii) pessoas e serviços. As redes permitem avaliar quais serviços são utilizados

por quais workflows, com qual frequência e quem são os autores. O sistema foi testado

com workflows do repositórios myExperiment (ROURE, 2015) com validação cruzada, são

recomendados os serviços mais frequentemente utilizados em workflows distintos.

No contexto de processos de negócio, Cao et al. (2012) aplicam recomendação

baseada em grafos durante a construção dos workflows. Os grafos prontos são minerados

para definir padrões (sequências frequentes). Em seguida, é calculada a distância entre

os padrões e o processo de negócio (workflow) em construção. Os padrões com menor

distância em relação ao processo de negócio em construção são recomendados ao usuário.

A distância é calculada utilizando uma métrica elaborada pelos autores que considera a

posição do nó no modelo pronto e no subgrafo em construção. A técnica foi comparada

com a proposta de Zhang, Liu e Xu (2009).

Diamantini, Potena e Storti (2012) recomendam fragmentos de workflows, modelados

como um grafo dirigido aćıclico, encontrando as menores subestruturas mais representativas

de cada grafo. Para tal, empregam um algoritmo de agrupamento da biblioteca SUBDUE
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que permite reduzir os nós do grafo utilizando a métrica Minimum Description Length

(MDL)

MDL =
DL(S) +DL(G|S)

DL(G)
(3.2.1)

em que DL(S) é a Description Length (DL), que é uma função para computar o número

de bits necessários para representar a matriz de adjacência do subgrafo S, DL(G) é a

Description Length do grafo original G e DL(G|S) Description Length de G comprimido

por S. São recomendados os padrões mais representativos ordenados pelo valor da equação

(3.2.1). Para teste foi utilizado um subconjunto de 564 workflows do repositório myExperi-

ment (ROURE, 2015) obtendo como sáıda uma hierarquia de agrupamentos similares que,

segundo os autores, poderiam ser usados para a recomendação.

Yao et al. (2012) recomendam com base na confiabilidade de serviços e autores:

a ReputationNet que é um sistema de recomendação de atividades para workflows que

considera a reputação do autor (escolaridade, especialidade e número de citações) e a

popularidade dos serviços (frequência relativa). Os serviços mais populares dos autores

mais confiáveis são recomendados. Foram utilizados diversos workflows do repositório

myExperiment (ROURE, 2015) para validar os resultados.

Garijo, Corcho e Gil (2013) mineram a proveniência de execução para encontrar

fragmentos frequentes de workflows e recomendá-los. Os rastros de proveniência são

representados como grafos dirigidos aćıclicos. Dado um repositório de workflows e sua

proveniência de execução, o objetivo é encontrar: i) conjuntos de atividades frequentes; e ii)

subworkflows frequentes, utilizando o algoritmo de agrupamento do SUBDUE (baseado na

equação MDL). Os testes foram feitos com 22 workflows e suas proveniências. O resultado

de estruturas frequentes encontradas foi comparado com os resultados de uma pesquisa

manual. A diferença entre esta proposta e a de Diamantini, Potena e Storti (2012) é que

esta considera a proveniência de execução para recomendar, a outra apenas os workflows

prontos.

Yeo e Abidi (2013) adaptam a técnica de rastro de causalidade para workflows

cient́ıficos, originalmente esta técnica foi usada em workflows de negócios. Para isto, os

autores armazenam a informação de fluxo dos dados junto com o grafo de causalidade

para workflows cient́ıficos

G =< N,DP,LB, LA > (3.2.2)
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em que N é o número de atividades, DP é o conjunto de caminhos do fluxo de dados,

(A, b) ∈ LB é o conjunto de atividades anteriores, tal que a execução de b é sempre realizada

após alguma atividade do conjunto A e (a,B) ∈ LA é o conjunto de nós posteriores, tal

que a é sempre executada antes de alguma das atividades do conjunto B.

Utilizando o rastro é posśıvel criar um vetor de distâncias entre o nó âncora (que

será alvo da recomendação) e os posśıveis próximos nós, oriundos de LA. Esse vetor

booleano contém o valor um representando a presença de uma atividade do rastro e zero

caso contrário. Os vetores são gerados para todos os rastros da base de dados e suas

similaridades são calculadas por meio da similaridade do cosseno (DEZA; DEZA, 2009).

Foram usados 12 workflows do repositório myExperiment (ROURE, 2015) modificados para

receber a recomendação. A modificação consistia na remoção de uma atividade enquanto

se esperava que o sistema a recomendasse.

Zhang et al. (2014) constroem uma rede social de workflows e serviços (os quais são

os nós) e suas posśıveis relações (que são as arestas) são do tipo de inclusão ou de autoria.

Essa rede pode ser modelada como uma matriz Q em que qi,j = 1 indica a inclusão do

serviço i no workflow j ou como a matriz S = QTQ em que si,j representa o número de

workflows nos quais os serviços (i, j) são chamados.

Quanto mais vezes dois serviços são utilizados em workflows, maior o grau de

ligação entre os mesmos. Todos os serviços são publicados com metadados. Dessa forma, os

autores calculam o Term Frequency-Inverse Category Frequency (TF-ICF) nos metadados

que descrevem os serviços e suas categorias. Com base nos valores de TF-ICF cada serviço

é classificado em k categorias. Durante a construção do workflow são sugeridos serviços de

acordo com a métrica Rank-Biased Overlap (RBO), descrita no artigo. São recomendados

os serviços que possuem maior RBO em relação ao workflow em construção. São usados

serviços da plataforma ProgrammableWeb (2014) para validar os resultados.

Garijo et al. (2014) recomendam atividades baseados em algoritmos de mineração

de grafos para encontrar os subworkflows mais frequentes e recomendá-los. A similaridade

entre eles e o workflow em construção é dada pela métrica MDL (ver equação 3.2.1). Como

parâmetros, o usuário deve estabelecer o tamanho mı́nimo e máximo dos subworkflow

a serem recomendados. O algoritmo modela o problema como um grafo dirigido, em

seguida calcula os fragmentos mais frequentes. Por fim, usa uma ontologia que relaciona

os subworkflows com os workflows. Para validar a proposta, o sistema foi usado por
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usuários que compararam os subworkflows gerados e sugeridos com subworkflows que eles

procuraram manualmente.

Oliveira et al. (2015) recomendam atividades baseados em algoritmos de mineração

sequencial (como Agrawal e Srikant (1994)), adaptados para considerar a ordem das

atividades. A técnica pesquisa os itemsets com confiança e suporte mı́nimos estabelecidos

e recomenda-os durante a construção do workflow cient́ıfico considerando a ordem das

atividades. Essa técnica foi comparada com o trabalho de Koop (2008) (em termos de

consumo de memória e tempo gasto para gerar subgrafos) para sua validação.

Mohan, Ebrahimi e Lu (2015) desenvolveram uma plataforma web, com a funciona-

lidade de recomendar workflows finalizados da base de dados, a qual permite construir

workflows e anotá-los semanticamente usando tags criadas pelo usuário. Durante a cons-

trução do workflow o sistema pesquisa por todos os workflows da base que contenham

entrada compat́ıvel com a sáıda do workflow em construção e analisa quais contêm as

mesmas anotações semânticas que as do perfil do usuário e os recomenda. A validação

ocorreu usando 9.886 usuários, 2.664 workflows e 9.624 tags do repositório myExperiment

(ROURE, 2015).

Soomro, Munir e Mcclatchey (2015) criaram um sistema de recomendação baseado

em mapeamento de atividades em conceitos ontológicos funcionais acrescido de semântica

de dados oriunda de uma ontologia de domı́nio. Durante a construção do workflow, cada

uma de suas atividades é mapeada em um conceito ontológico, em seguida a base de dados

recomenda todos os subworkflows que contenham aqueles conceitos ontológicos naquela

sequência ordenados pela sua frequência. Os testes foram realizados com 65 workflows

da plataforma LONI (REX; TOGA, 2003) usando a métrica MRR. Os autores não citam

detalhes da ontologia usada.

3.3 Tendências observadas com os resultados da revisão sistemática

A partir da figura 24 é posśıvel notar a existência de uma tendência no uso de

técnicas baseadas em proveniência de dados, frequência e dependência da informação. A

partir de 2014 a literatura começou a considerar estratégias h́ıbridas que usam proveniência

e algum tipo de informação semântica. No ano de 2015 foram publicados dois artigos

propondo estratégias h́ıbridas para recomendar que usam frequência e algum tipo de

informação semântica para recomendar subworkflows.
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Figura 24 – Número de artigos por técnica de recomendação
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A técnica baseada em proveniência de dados (mais utilizada na literatura) tem

como vantagem considerar diversos dados históricos sobre um mesmo padrão de atividade.

Por exemplo, para recomendar uma atividade em um workflow que contenha a atividade x,

são considerados todos os workflows que contenham x e suas atividades posteriores, a

atividade com maior frequência é recomendada. Essa abordagem permite minimizar o

efeito de outliers. Como desvantagem, possui a necessidade de uma base de dados históricos

relevantes, caso contrário, outliers podem afetar o desempenho.

A técnica baseada em frequência tem como vantagem a simplicidade na imple-

mentação e como principal desvantagem a necessidade de uma base de dados com pouca

esparsidade no uso de atividades.

A técnica baseada em dependência de informação tem como principal vantagem a

facilidade de implementação. Como desvantagem, ela não leva em consideração a semântica

dos dados das atividades. Por exemplo, uma string que representa o nome de uma espécie

de bactéria é considerada similar a uma string que representa um CEP.

Outra tendência observada é sobre a validação dos resultados. Não há uma metodo-

logia amplamente utilizada entre os trabalhos analisados para validação. Muitos autores

apenas executam a solução uma vez para ‘‘mostrar’’ que sua solução funciona. Não ocorrem

testes com dados sintéticos ou reais, o que pode ser verificado na tabela 7 em que 11

artigos estão nessa situação (marcados na tabela como ‘‘Elaborado um estudo de caso’’).
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3.4 Comparação da solução proposta com os trabalhos correlatos

Nesta seção são comparadas as técnicas descritas com o projeto deste mestrado em

relação as restrições t́ıpicas de sistemas de recomendação de workflows cient́ıficos, que

foram detalhadas na seção 2.3 do caṕıtulo de conceitos fundamentais.

Os trabalhos de Shao, Kinsy e Chen (2007) e Shao, Sun e Chen (2009), que

consideram a mineração sequencial de atividades como itemsets desconsideram a ordem

das atividades e a semântica das mesmas. A proposta de Oliveira et al. (2015) desconsidera

apenas a semântica das atividades. Esta proposta de mestrado considera a ordem de

atividades que é um fator importante na recomendação conforme visto no caṕıtulo de

conceitos fundamentais.

Os trabalhos de Koop (2008), Oliveira et al. (2008), Wang, Cao e Li (2009),

Zhang, Liu e Xu (2009), Tan et al. (2011), Cao et al. (2012), Diamantini, Potena e

Storti (2012), Garijo, Corcho e Gil (2013), Yeo e Abidi (2013) consideram a ordem das

atividades, entrada e sáıda e proveniência dos dados. Suas limitações são a necessidade

de dados de proveniência, pois nem todo SGWC armazena essas informações, além de

desconsiderar informação semântica dos workflows e atividades. Este projeto não necessita

de informações de proveniência e considera a semântica da informação por meio de uma

ontologia hierarquizada e validada por um especialista da área.

O trabalho de Bomfim et al. (2005) usa apenas um mapeamento entre atividades e

ontologia desconsiderando a entrada e sáıda, o que potencialmente gera recomendações

ineficientes. Neste projeto são consideradas às entradas e sáıdas de cada atividade indivi-

dualmente, além do uso de uma ontologia de domı́nio.

Wang et al. (2008), Leng, El-Gayyar e Cremers (2010) desconsideram o uso de

semântica das atividades e da frequência de suas ocorrências em pares. Nesse projeto de

mestrado são considerados esses dois fatores.

O trabalho de Yao et al. (2012) exige dados que permitam calcular a confiança

dos usuários e dos seus workflows. Repositórios como myExperiment (ROURE, 2015) não

exigem dos usuários o preenchimento de todos os seus dados, de forma que grande parte

das informações relacionadas a este aspecto não são preenchidas pelos usuários. Além disso,

os autores desconsideram a semântica das atividades e workflows. Este projeto de mestrado

considera a semântica de workflows e não necessita da informação sobre a confiança dos

usuários.
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Os trabalhos de Telea e Wijk (1999), Oliveira (2010) e Zhang et al. (2011) descon-

sideram o uso de semântica de dados para recomendar, o que é um limitante conforme

discutido por Garijo et al. (2014), Soomro, Munir e Mcclatchey (2015). No presente

mestrado, a frequência é considerada em conjunto com a ontologia de domı́nio.

Os trabalhos de Zhang et al. (2014), Mohan, Ebrahimi e Lu (2015), Cerezo e

Montagnat (2011) desconsideram o uso de uma ontologia hierarquizada e validada por

um especialista. Dessa forma, a qualidade das anotações semânticas é questionável. Nesse

projeto foi constrúıda uma ontologia usando uma metodologia e esta foi validada por um

especialista.

Os trabalhos de Garijo et al. (2014), Soomro, Munir e Mcclatchey (2015) consideram

o uso de frequência e ontologia, como neste projeto, porém recomendam subworkflows o que

limita as recomendações de atividades. Apenas atividades usadas em fragmentos comuns

de workflows poderão ser recomendadas. Em outras palavras, se a atividade se encontra

no ‘‘meio’’ de um subworkflow esta nunca poderá ser recomendada individualmente. No

presente mestrado, todas as atividades tem possibilidade de ser recomendadas, mesmo

que no final da lista de recomendação. Além disso, apresenta uma recomendação mais

abrangente, pois trata o caso de atividades simples, subworkflows e Shims (ver seção 2.1.1).

Neste mestrado o problema de recomendação de atividades foi também modelado

como um problema de classificação e regressão, usando para isso 5 classificadores; 5

regressores; um classificador SVM composto (que usa o resultado dos outros classificadores

e regressores para recomendar) e um ensemble de classificadores (Rotation Forest).
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4 Solução proposta

‘‘Poder é sempre perigoso. Atrai o pior e corrompe o melhor. Nunca pedi por poder.

Poder só é dado para aqueles que estão dispostos a abrir mão de si por ele.’’

(Ragnar Lothbrok)

Este caṕıtulo descreve a solução proposta para o problema de recomendar atividades

em workflows cient́ıficos, que utiliza uma ontologia de domı́nio e frequência de atividades

para recomendar atividades para cientistas durante a construção de workflows cient́ıficos.

Também são descritas as soluções propostas para o uso de classificadores e regressores para

resolver o problema de recomendação de atividades, bem como o uso de um classificador

composto e um ensemble de classificadores.

Primeiramente será detalhado como a ontologia foi constrúıda, qual a metodologia

foi usada e o processo de sua construção. Em seguida será detalhado o conjunto de dados,

como foram obtidos, sua organização em um modelo relacional e como ocorreu a modelagem

desses dados para solucionar o problema de recomendação. O próximo passo é explicar as

alterações necessárias nos dados para serem usados por classificadores e regressores. Em

seguida, será explicada a estratégia de validação dos experimentos. Por fim, na última

seção do caṕıtulo, será detalhada a solução proposta que utiliza a ontologia constrúıda.

4.1 Desenvolvimento da ontologia

A ontologia foi desenvolvida usando a metodologia Skeletal (USCHOLD; KING, 1995),

que contém as seguintes fases:

1. Identificar a finalidade;

2. Construção da ontologia:

a) Captura da ontologia;

b) Codificação da ontologia;

c) Integração com ontologias existentes;

3. Validação;

4. Documentação.
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A primeira fase, denominada Identificar a finalidade, define o objetivo para o

qual será constrúıda a ontologia e como ela será utilizada futuramente. Neste projeto, a

ontologia foi constrúıda para agregar conhecimento semântico durante a recomendação de

atividades, para tal, todos os workflows de bioinformática foram anotados com os conceitos

desta ontologia. A segunda fase, chamada de Construção da ontologia, tem como objetivo

construir a ontologia (usando uma linguagem formal) em três subfases: i) Captura da

ontologia; ii) Codificação da ontologia; e iii) Integração com ontologias existentes.

Na primeira subfase são identificados os conceitos e suas relações no domı́nio

de aplicação. Para realizar esta subfase foi necessário estudar a área de alinhamento

de sequências genômicas com os seguintes materiais de estudo: i) um livro (SETUBAL;

MEIDANIS, 1997); e ii) quatro cursos online, disponibilizados pela universidade de São

Diego, criados por Pevzner e Compeau (2015a, 2015b, 2015c, 2015d).

A codificação da ontologia, realizada na segunda subfase, usou a ferramenta Protégé

(PROTEGE, 2014) por ter código aberto, ser muito conhecida na área de ontologias e

permitir a utilização da linguagem formal de ontologias OWL (MCGUINNESS; HARMELEN,

2015). A terceira etapa, denominada Integração com ontologias existentes, não ocorreu

neste projeto pois não foram encontradas ontologias usadas para recomendar atividades

em workflows cient́ıficos na área de bioinformática.

Figura 25 – Ontologia constrúıda utilizando a metodologia Skeletal
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Fonte: Adilson Lopes Khouri, 2016
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A ontologia constrúıda pode ser visualizada na figura 25, na qual os ćırculos são

os conceitos do domı́nio e as linhas de ligação, são as relações entre conceitos. A relação

que foi utilizada é a ‘‘é subtipo de’’. Ao término da fase de construção, foi realizada a fase

de validação da ontologia, realizada por um especialista no domı́nio de bioinformática.

Que é orientador deste projeto, tem formação espećıfica em bioinformática e workflows

cient́ıficos. A documentação da ontologia, que é a última etapa, foi realizada nesta seção

da dissertação, na qual foram detalhados os motivos de sua construção, sua motivação,

seus usos e a forma de sua validação.

4.2 Modelagem dos dados

Os workflows foram obtidos no repositório myExperiment (ROURE, 2015), por meio

do software wget (SCRIVANO; NIKSIC, 2015). Após efetuar o download dos 2481 workflows

em formato xml, foi utilizado o analisador de código Beautiful Soup (RICHARDSON, 2015),

para organizar o conjunto de dados em uma base de dados relacional1 (ver figura 26).

Neste modelo conceitual os retângulos representam as entidades, os losangos representam

Figura 26 – Modelo de dados dos workflows cient́ıficos

Atividades Tags
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Fonte: Adilson Lopes Khouri, 2016

a relação entre atividades, os ćırculos brancos representam os atributos das entidades,

os ćırculos pretos representam identificadores e os números próximos a cada entidade

representam sua cardinalidade. Este modelo armazena todas as atividades dos workflows

(de diversas áreas) usando as entidades Atividades e Workflow. Para registrar qual a área

cient́ıfica (domı́nio de aplicação) de cada workflow foram utilizadas as tabelas Workflow Tag

e Tag.

1 www.each.usp.br/digiampietri/baseworkflows/SQL.tar.gz
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Os workflows da área de bioinformática (totalizando 73) em conjunto com suas

atividades (totalizando 280) foram convertidos em uma matriz Mi,j em que cada linha i

representa um workflow, cada coluna j representa uma das 280 atividades e cada célula da

matriz M representa a existência Mi,j = 1, ou não Mi,j = 0, da atividade da coluna j no

workflow i. A tabela 8 apresenta um exemplo, fict́ıcio, de matriz M . Para a realização dos

testes, para cada linha da tabela 8 é removida uma atividade e é recomendada uma lista

de posśıveis atividades. O objetivo do sistema de recomendação é identificar corretamente

qual a atividade está faltando no workflow (isto é, aquela que foi removida).

Tabela 8 – Exemplo de matriz de entrada.

Workflow Ativ 01 Ativ 02 . . . Ativ 280

01 1 0 . . . 0
02 1 1 . . . 1
03 1 0 . . . 1
...

...
...

...
...

73 1 0 . . . 0
Fonte: Adilson Lopes Khouri, 2016

4.3 Modelagem dos dados como problema de classificação e regressão

Para usar técnicas de classificação e regressão foram propostas algumas alterações no

conjunto de dados original, descrito na tabela 8, as quais podem ser visualizadas na tabela

9. Cada workflow foi replicado 118 vezes. Destes, 59 são uma cópia idêntica ao original,

enquanto que dos outros 59 foi removida uma mesma atividade para todos os workflows,

e foi adicionada uma nova atividade representando uma posśıvel recomendação. Dessa

forma, para cada workflow original haverá 59 instâncias corretas e 59 instâncias incorretas

e este tipo de informação será utilizada para treinar os classificadores ou regressores.

A escolha de 59 atividades a serem recomendadas foi feita por duas razões. A

primeira é selecionar as 59 atividades com maior frequência na base de dados. A segunda é

a limitação computacional: replicar as 280 posśıveis recomendações poderia ser inviável em

termos de treinamento. Foram replicadas 59 instâncias de workflows idênticas consideradas

corretas, isto é com a atividade correta não removida, para garantir o balanceamento

entre classes. A última alteração foi adicionar uma coluna indicando se a recomendação

da atividade proposta é a correta, isto é, a pertencente ao respectivo workflow (T ) ou não

(F ).



78

Tabela 9 – Exemplo de matriz de entrada para técnicas de classificação e regressão

# Workflow Ativ 01 Ativ 02 . . . Ativ 279 Ativ 280 Rótulo
1 01 1 0 . . . 0 0 T
2 01 1 0 . . . 0 0 T

...
...

...
...

...
...

...
...

59 01 1 0 . . . 0 0 T
1 01 0 (removida) 1 (adicionada) . . . 1 0 F
2 01 0 (removida) 0 . . . 1 (adicionada) 0 F

...
...

...
...

...
...

...
...

59 01 0 (removida) 0 . . . 0 1 (adicionada) F

...
1 73 1 1 . . . 0 0 T
2 73 1 1 . . . 0 0 T

...
...

...
...

...
...

...
...

59 73 1 1 . . . 0 0 T
1 73 1 (adicionada) 0 (removida) . . . 1 0 F
2 73 1 0 (removida) . . . 1 (adicionada) 0 F

...
...

...
...

...
...

...
...

59 73 1 0 (removida) . . . 0 1 (adicionada) F

Fonte: Adilson Lopes Khouri, 2016

Na primeira modelagem, descrita na tabela 8, cada linha (instância) recebe uma lista

de atividades recomendadas pelas técnicas da literatura correlata e pela técnica proposta

nesse mestrado (seção 4.5). Cada lista retornada segue algum critério de ordenação referente

à técnica usada. Por exemplo, uma técnica baseada em frequência retorna uma lista de

atividades ordenadas pelas suas frequências.

Na segunda modelagem, cada linha classificada como não pertencente (F ) ao

workflow é automaticamente adicionada no final da lista de recomendação. As outras

atividades (T ) são adicionadas ao ińıcio da lista e ordenadas, de acordo com suas frequências,

anotações ontológicas, ordem alfabética e seletor aleatório, nesta sequência de ordenações

estáveis.

Esta modelagem foi utilizada pelos classificadores e regressores descritos no caṕıtulo

2. Adicionalmente, os resultados desses classificadores e regressores foram utilizados pelo

classificador composto e pelo ensemble de classificadores. Essas estratégias que utilizam

classificadores e regressores foram desenvolvidos de forma a não necessitarem de anotações

semânticas dos workflows.

Em ambas as modelagens, após construir a lista de recomendação oficial, aquela

com os itens recomendados pelas técnicas, os sistemas de recomendação adicionam todas

as outras atividades (que não foram recomendadas), ordenadas alfabeticamente, no final

da lista. Dessa forma, todas as posśıveis atividades estarão presentes na lista. Portanto as

métricas descritas na seção 4.4 sempre poderão ser calculadas.
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4.4 Estratégia de validação dos sistemas de recomendação

Para a validação será utilizada a técnica cruzada considerando 10 subconjuntos

(10-fold cross validation). Nessa técnica, o conjunto de dados é dividido em 10 subconjuntos

(folds) e são realizadas dez execuções. Em cada uma, 10% dos workflows são separados

para teste e 90% para treinamento. Assim, para cada execução, o sistema treina com 90%

dos dados e o resultado do treinamento é testado para os 10% restantes.

Deve-se ressaltar que 100% do conjunto de dados é rotulado (isto é, fica expĺıcito

ao sistema qual atividade foi removida) e assim é posśıvel verificar o desempenho de cada

uma das execuções. O teste apresenta os 10% de workflows, sem informar os rótulos (a

atividade removida), para os sistemas de recomendação que já foram treinados. Ao término

das dez execuções são calculadas as médias das métricas: i) Sucess at rank k (S@k); e ii)

Mean Reciprocal Rank (MRR). A figura 27 ilustra o processo de separação entre conjunto

de treinamento e teste utilizado na estratégia de validação empregada.

Figura 27 – Exemplo de 10-fold cross validation
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Treino

Treino
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Fonte: Adaptado de Han, Kamber e Pei (2011)

A métrica S@k calcula a probabilidade de um item de interesse estar localizado

entre as k primeiras posições da lista de atividades recomendadas. Seus valores residem

entre zero e um. Os resultados dessa métrica são cumulativos para valores crescentes de k,

isto ocorre pois se uma atividade de interesse estiver entre as cinco primeiras posições da
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lista de recomendações, ela também encontra-se entre as dez primeiras posições. No limite,

a atividade sempre estará entre as L primeiras posições, sendo L o tamanho total da lista

de recomendações. Assim, valores elevados para S@k são considerados bons, especialmente

para valores baixos de k. O cálculo dessas métricas é detalhado pelas equações (HARVEY;

RUTHVEN; CARMAN, 2010):

MRR =
1

N

N∑
i=1

(
1

ni

)
(4.4.1)

S@k =
1

N

N∑
i=1

(I(ni ≤ k)) (4.4.2)

em que N é o número de listas recomendadas, ni é a posição do item desejado na lista de

recomendações i, k é uma posição da lista determinada como parâmetro de entrada da

equação (4.4.2) e a função I, indica se a atividade ni ocorre em uma posição (x) menor ou

igual ao parâmetro de entrada k, e é dada por

I(x, k) =

1 se x ≤ k

0 caso contrário

(4.4.3)

Para exemplificar o uso destas métricas será utilizado um workflow fict́ıcio re-

presentado na figura 28 que teve quatro atividades removidas (B, C, A e Z) uma a

uma gerando quatro casos que necessitam de recomendações (1, 2, 3 e 4). Que foram

usados como entradas para quatro sistemas de recomendação distintos. Cada sistema

produziu quatro listas de recomendação, uma para cada caso da figura 28, rotulados com

a mesma numeração. Assim, a lista 01 é a recomendação correspondente do caso 1 e assim

sucessivamente.

As tabelas 10a, 10b, 10c e 10d apresentam os resultados dos quatro sistemas de

recomendação. Cada item em negrito das listas representa a atividade que foi removida

do workflow, que é o item considerado correto (atividades com X na figura 28). Sua

posição é determinada na coluna Rank dessas tabelas. O sistema de recomendação 01,
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Figura 28 – Quatro casos de recomendação de atividades

Atividade B Atividade C Atividade A Atividade Z1

Atividade B Atividade C Atividade A Atividade Z2

Atividade B Atividade C Atividade A Atividade Z3

Atividade B Atividade C Atividade A Atividade Z4

Fonte: Adilson Lopes Khouri, 2016

Tabela 10 – Exemplo de sistemas de recomendações de atividades

Rank Lista 01 Lista 02 Lista 03 Lista 04
1 Ativ A Ativ H Ativ Z Ativ I
2 Ativ B Ativ B Ativ E Ativ C
3 Ativ C Ativ I Ativ A Ativ Z
4 Ativ D Ativ X Ativ X Ativ B
5 Ativ E Ativ A Ativ C Ativ S
6 Ativ F Ativ D Ativ D Ativ N
7 Ativ G Ativ C Ativ Q Ativ K
8 Ativ H Ativ Z Ativ B Ativ Z
9 Ativ I Ativ P Ativ F Ativ H
10 Ativ Z Ativ F Ativ K Ativ A

(a) Sistema de recomendação 01

Rank Lista 01 Lista 02 Lista 03 Lista 04
1 Ativ A Ativ C Ativ A Ativ I
2 Ativ B Ativ B Ativ E Ativ C
3 Ativ C Ativ I Ativ Z Ativ A
4 Ativ D Ativ X Ativ X Ativ Z
5 Ativ E Ativ A Ativ C Ativ S
6 Ativ F Ativ D Ativ D Ativ N
7 Ativ G Ativ H Ativ Q Ativ K
8 Ativ H Ativ Z Ativ B Ativ U
9 Ativ I Ativ P Ativ F Ativ H
10 Ativ Z Ativ F Ativ K Ativ X

(b) Sistema de recomendação 02

Rank Lista 01 Lista 02 Lista 03 Lista 04
1 Ativ A Ativ H Ativ F Ativ I
2 Ativ G Ativ B Ativ E Ativ C
3 Ativ C Ativ I Ativ Z Ativ A
4 Ativ D Ativ X Ativ X Ativ B
5 Ativ E Ativ A Ativ C Ativ S
6 Ativ F Ativ D Ativ D Ativ N
7 Ativ B Ativ Q Ativ Q Ativ Z
8 Ativ H Ativ Z Ativ B Ativ U
9 Ativ I Ativ P Ativ A Ativ H
10 Ativ Z Ativ C Ativ K Ativ X

(c) Sistema de recomendação 03

Rank Lista 01 Lista 02 Lista 03 Lista 04
1 Ativ A Ativ H Ativ Z Ativ Z
2 Ativ Z Ativ C Ativ E Ativ C
3 Ativ C Ativ I Ativ Z Ativ A
4 Ativ D Ativ X Ativ X Ativ B
5 Ativ E Ativ A Ativ C Ativ X
6 Ativ F Ativ D Ativ D Ativ N
7 Ativ G Ativ C Ativ Q Ativ K
8 Ativ H Ativ Z Ativ B Ativ U
9 Ativ I Ativ P Ativ A Ativ H
10 Ativ B Ativ F Ativ K Ativ S

(d) Sistema de recomendação 04

Fonte: Adilson Lopes Khouri, 2016

cujos resultados se encontram na tabela 10a, apresenta os seguintes valores de S@k

S@1 =
1

4

(
(IL1 = 0) + (IL2 = 0) + (IL3 = 0) + (IL4 = 0)

)
= 0, 00 (4.4.4)

S@3 =
1

4

(
(IL1 = 1) + (IL2 = 0) + (IL3 = 1) + (IL4 = 0)

)
= 0, 50 (4.4.5)

S@5 =
1

4

(
(IL1 = 1) + (IL2 = 0) + (IL3 = 1) + (IL4 = 0)

)
= 0, 50 (4.4.6)

S@7 =
1

4

(
(IL1 = 1) + (IL2 = 1) + (IL3 = 1) + (IL4 = 0)

)
= 0, 75 (4.4.7)

S@10 =
1

4

(
(IL1 = 1) + (IL2 = 1) + (IL3 = 1) + (IL4 = 1)

)
= 1, 00 (4.4.8)
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sendo IL1 o resultado da função indicadora (4.4.3). As posições das atividades recomendadas

por sistema são (
1

ni

)
L1

=
1

2
(4.4.9)(

1

ni

)
L2

=
1

7
(4.4.10)(

1

ni

)
L3

=
1

3
(4.4.11)(

1

ni

)
L4

=
1

8
(4.4.12)

e cuja média é dada por

MRR =

(
1
2

+ 1
7

+ 1
3

+ 1
8

)
4

= 0, 275297 (4.4.13)

De forma análoga os resultados obtidos pelos sistemas 02, 03 e 04 podem ser visualizados

na tabela 11.

Tabela 11 – Lista de recomendação ordenada por frequência

Sistema S@1 S@3 S@5 S@7 S@10 MRR

1 0, 00 0, 50 0, 50 0, 75 1, 00 0, 275297
2 0, 50 0, 75 1, 00 1, 00 1, 00 0, 687500
3 0, 00 0, 00 0, 00 0, 50 1, 00 0, 124206
4 0, 25 0, 50 0, 50 0, 50 1, 00 0, 427777

Fonte: Adilson Lopes Khouri, 2016

Ao comparar os quatro sistemas é posśıvel constatar que, de acordo com as métricas

calculadas, o melhor é o número 02 pois apresenta o maior valor de MRR = 0, 687500 e

os maiores valores observados de S@1 = 0, 50 e S@3 = 0, 75.

4.5 Solução h́ıbrida de frequência e ontologia de domı́nio

Umaa outra solução proposta neste mestrado recomenda atividades usando três

conceitos importantes na área de workflows cient́ıficos: i) frequência de atividades; ii)

compatibilidade entre entrada e sáıda; e ii) semântica de atividades. Para explicar esta

proposta, será usada a figura 29 como exemplo. Nela é posśıvel observar seis workflows

com suas anotações, que simulam uma base de dados de workflows cient́ıficos.

A solução proposta começa calculando a frequência de ocorrência de cada par de

atividades existentes, que é o número de vezes que uma atividade W ocorre imediatamente
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Figura 29 – Exemplo de banco de dados de workflows cient́ıficos

Workflow Anotações#

BLAST

SNAP_DRAGONS

BLAST

FAST

CLUSTAL

BLAST

1

2

3

4

5

6

A B Z W E Y J D

Y B Z Q E H W I

E B Z W I Y J C

A B Z X E W I D

J B Z X I Y J C

A C Z W E W I B

Fonte: Adilson Lopes Khouri, 2016

após uma outra atividade Z. Ao considerar somente atividades que já foram conectadas,

previamente na base de workflows, a compatibilidade de entrada e sáıda é garantida por

consequência.

Após calcular a frequência é necessário anotar todos os workflows da figura 29,

usando os conceitos da ontologia constrúıda (ver figura 25). Essa etapa é feita manualmente

(de forma não automatizada). Por fim, o algoritmo anota todas as atividades com as

mesmas anotações de seus respectivos workflows; isto é, se a atividade X (da figura 29)

está dentro de dois workflows com anotações distintas então esta atividade receberá duas

anotações. O resultado final é a tabela 12, que apresenta as frequências e anotações de

atividades, nesse ponto o sistema está treinado e pronto para uso do cientista

Para compreender o mecanismo de recomendação treinado será usado outro exemplo,

cujo objetivo é simular a interação do usuário com o sistema de recomendação. Suponha

que durante a construção do workflow 1 (ver figura 25) um cientista insira a atividade Z

e solicite uma recomendação. O sistema vai procurar na lista das atividades posteriores a

Z ordenadas por frequência e conceito ontológico e irá retornar a lista de recomendação

apresentada na tabela 12. A ordenação por conceito ontológico, além de ser estável serve

como critério de desempate, quando duas atividades tiverem a mesma frequência. Neste

exemplo, de acordo com a lista de recomendação da tabela 12, a atividade W seria

recomendada em primeiro lugar ao cientista, o que representa um acerto.

As atividades são anotadas com a mesma anotação dos workflows que as contém.

Dessa forma, é posśıvel que haja pelo menos uma atividade com mais de uma anotação. Isso
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Tabela 12 – Recomendação para a atividade Z ordenada por frequência e conceito on-
tológico

Posição na Lista Ativ Frequência Anotação Atividade

1 W 3 BLAST
2 X 2 FAST, CLUSTAL
3 Q 1 SNAP DRAGONS
...

...
...

...

280
...

...
...

Fonte: Adilson Lopes Khouri, 2016

gera um novo caso de recomendação a ser considerado. Suponha que ambas as atividades

W e X contenham dentro de suas listas de anotação o conceito BLAST. Nesse caso,

seria recomendada a atividade com menor número de anotações, por ser considerada

mais espećıfica para o experimento em questão. Caso ambas as atividades tenham o

mesmo número de anotações, é utilizada a ordem alfabética de conceitos como critério de

desempate. Se ocorrer um novo empate é usado um seletor aleatório.



85

5 Resultados e discussão

‘‘Tudo o que temos de decidir é o que fazer com o tempo que nos é dado.’’(Gandalf)

Este caṕıtulo compara resultados das técnicas propostas neste mestrado, incluindo

as baseadas unicamente em classificadores e regressores e com os classificadores compostos

(descritos na seção 2.8) com as da literatura correlata. Para tal, foram usadas as métricas

MRR e S@K, descritas na seção 4.4 e validação cruzada em 10 subconjuntos (10-fold

cross validation).

A técnica baseada na Frequência em conjunto com Entrada e Sáıda e Ontologia

(FESO) é a contribuição principal deste mestrado. As técnicas baseadas em: i) aleatoriedade,

ii) Apriori e iii) frequência em conjunto com entrada e sáıda (FES), foram propostas pela

literatura correlata (ver caṕıtulo 3).

Outra contribuição é a modelagem da recomendação de atividades como um

problema de classificação e regressão. Para implementá-la, foram usados os seguintes

classificadores: i) CARTC ; ii) Naive BayesC ; iii) Rede neuralC ; iv) KNNC ; e v) SVMC , e os

seguintes regressores: i) BinomialR; ii) MARSR; iii) Rede neuralR; iv) CARTR; e v) SVMR,

descritos no caṕıtulo 2. Também foram usados: i) um classificador composto (SVM); e ii)

um ensemble de classificadores (Rotation Forest).

5.1 Comparação de resultados

A tabela 13 exibe os resultados de cada sistema recomendador usado. As técnicas

que possuem a letra C em subscrito são classificadores; as que possuem letra R em subscrito

são regressores; e as que não tem nada são da literatura correlata. Cada sistema efetua

suas recomendações de acordo com seus diferentes critérios em uma lista inicial. Em

seguida, as atividades não recomendadas são acrescentadas ao final da lista inicial. Dessa

forma, a atividade correta sempre será encontrada, e o fator que diferencia os sistemas de

recomendação é a posição em que as atividades ocupam na lista de atividades final que

contém 280 posições.

O sistema baseado em Aleatoriedade não precisou de treinamento. O algoritmo

apenas selecionava aleatoriamente as atividades formando uma lista de atividades re-

comendadas. Esse sistema recomendou menos de 3% das atividades corretas entre as
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Tabela 13 – Resultados dos sistemas de recomendação

# Técnica S@1 S@5 S@10 S@50 S@100 S@280 MRR

1 Aleatório 0,0037 0,0260 0,0280 0,0300 0,0400 1,0000 0.033
2 Apriori 0,0037 0,0385 0,0559 0,0568 0,0570 1,0000 0,037
3 KNNC 0,0037 0,0685 0,0959 0,5068 1,0000 1,0000 0,040
4 Rede neuralC 0,0137 0,1507 0,1781 0,8082 1,0000 1,0000 0,089
5 CARTC 0,0274 0,1233 0,3699 0,7671 1,0000 1,0000 0,113
6 CARTR 0,1370 0,1370 0,2603 0,6164 1,0000 1,0000 0,114
7 Naive BayesC 0,0274 0,1507 0,3425 0,6301 1,0000 1,0000 0,114
8 BinomialR 0,0822 0,1918 0,2055 0,8493 1,0000 1,0000 0,136
9 Rede neuralR 0,1096 0,2603 0,2603 0,2603 1,0000 1,0000 0,154
10 MARSR 0,1233 0,2055 0,2192 0,7260 1,0000 1,0000 0,167
11 SVMR 0,1233 0,3151 0,4932 0,8493 1,0000 1,0000 0,238
12 FES 0,1474 0,2603 0,3699 0,8671 1,0000 1,0000 0,196
13 SVMC 0,2425 0,4658 0,4932 0,7123 1,0000 1,0000 0,244
14 SVM compostoC 0,2515 0,4458 0,5232 0,7623 1,0000 1,0000 0,314
15 Rotation ForestC 0,2925 0,4558 0,5432 0,7723 1,0000 1,0000 0,324
16 FESO 0,3425 0,4658 0,5932 0,8123 1,0000 1,0000 0,334

Fonte: Adilson Lopes Khouri, 2016

dez primeiras posições. A maioria das atividades corretas foram classificadas próximas

a posição 140 que é a posição média das listas recomendadas. Os valores das métricas

S@280 = 1 e S@100 = 0, 0400 indicam que a maior parte dos itens corretos foi encontrado

após a centésima posição. Esse sistema foi proposto como um marco de comparação.

O sistema que usa a técnica Apriori obteve seu melhor desempenho quando os

parâmetros confiança e suporte foram definidos como sem limitação, isto é, não foi

estabelecido um valor de confiança ou suporte mı́nimo para considerar posśıveis regras

de associação criadas. Todas as regras foram consideradas válidas. Mesmo sem restringir

esses valores, os resultados desse sistema foram superiores apenas ao sistema baseado em

Aleatoriedade. Recomendando menos de 6% das atividades corretas entre as 50 primeiras

posições, sua precisão ainda é baixa com valor de MRR = 0, 037. Os baixos resultados

dessa técnica acontecem devido ao fato de desconsiderar a ordem das atividades durante a

geração das regras e, consequentemente, da recomendação.

O sistema baseado em KNN foi treinado para diferentes valores do parâmetro

k = [1 : 100] que representa o número de vizinhos mais próximos (de acordo com a

distância Euclidiana) que serão considerados para classificar. Este sistema apresentou os

melhores resultados de recomendação para o valor de k = 2. Mesmo assim, menos de

10% dos itens corretos foram encontrados entre as dez primeiras posições da lista e 50%
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dos itens entre os 50 primeiros itens. De acordo com a métrica MRR, a posição média

dos itens recomendados foi distante da primeira posição da lista MRR = 0, 040. Esses

resultados indicam que classificar atividades de acordo com a distância entre grupos de

vizinhos próximos não é uma abordagem adequada para o problema.

O sistema que usa uma rede neural MLP como classificador teve uma melhoria

de quase quatro vezes na métrica S@1 de 0, 0037 para 0, 0137 em relação ao KNN. Para

o treinamento da rede foram usados os parâmetros: i) número de neurônios η (variando

entre 1 : 40); ii) taxa de aprendizagem α (variando entre 10−7 : 10+1); iii) duas camadas

escondidas; e iv) arquitetura totalmente conectada. Os melhores resultados de classificação

foram obtidos para η = 18 e α = 10−4 obtendo 17% de itens classificados entre as dez

primeiras posições da lista, e 80% entre as 50 primeiras posições, o que representa uma

melhoria de 30% em relação a técnica KNN. O valor da métrica MRR = 0, 089 apresentou

uma taxa duas vezes mais elevada que a do KNN, esse aumento de precisão indica que

o poder de generalizar da rede neural para solucionar problemas não lineares foi mais

eficiente que a capacidade de generalização das técnicas anteriores.

O sistema baseado em CART como classificador, que tem como caracteŕıstica tratar

dados categóricos, apresentou um resultado superior ao da rede neural. O treinamento usou

os parâmetros: i) valor mı́nimo de divisão γ = [0 : 30]; ii) tamanho máximo da árvore final

δ = [0 : 10000] ; iii) valor mı́nimo de variação para realizar uma divisão cp = [10−7 : 10+1];

iv) função de divisão (ξ) como ı́ndice de Gini ou ganho de informação. O melhor resultado

foi para gamma = 0, δ = 30, cp = 10−3 e ξ = Ganho de informação.

Os resultados desse sistema foram aproximadamente duas vezes melhores que os

da rede neural. Isso indica uma tendência de bons resultados para técnicas que lidem com

dados categóricos por natureza. Essa melhoria indicou um aumento de 26% na métrica

MRR que representa um aumento da precisão do sistema, além disso posicionou 13% dos

itens procurados na primeira posição e 26% nas primeiras 50 posições.

O sistema baseado em CART como regressor, teve seu melhor valor com os

parâmetros gamma = 2, δ = 20, cp = 10−5 e ξ = Ganho de informação. A recomendação

que usou valores cont́ınuos apresentou um resultado superior ao CARTC nas métricas S@1

e S@5 e um resultado inferior para S@10 e S@50, e a precisão geral (MRR) do CARTR

foi levemente superior.

O sistema baseado no classificador Naive Bayes obteve resultados muito próximos

ao do regressor CART. O treinamento ocorreu modificando o atributo correção de Laplace
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com valores entre [0 : 100]. O melhor resultado ocorreu para o valor zero obtendo 34% dos

itens recomendados entre as dez primeiras posições e 63% entre as 50 primeiras posições.

Em contrapartida, o valor de MRR não sofreu grande variação.

O sistema baseado em regressor binomial apresentou melhoria em relação ao Naive

Bayes e à rede neural (técnicas que apresentaram resultados próximos). O treinamento dessa

técnica ocorre por máxima verossimilhança de um modelo generalizado linear aproximado

por uma distribuição binomial. Os resultados para S@5 e S@50 foram superiores que

das técnicas anteriores e o valor da métrica MRR melhorou em aproximadamente 19%

em relação a técnica Naive Bayes. Isto indica que aproximar a variável dependente por

uma distribuição binomial e estimar seus parâmetros por verossimilhança é uma ideia

potencialmente interessante para tratar este problema.

A rede neural como regressor, que utiliza o peso da rede neural como sáıda, foi

treinada de forma análoga à rede neural usada como classificador. O melhor resultado

foi obtido para os valores de η = 10 e α = 10−2 recomendando 26% dos itens corretos

entre as dez primeiras posições da lista. A precisão do sistema (MRR) melhorou 13% em

relação ao regressor binomial. Esses resultados indicam que usar um regressor ao invés

de um classificador apresenta um resultado melhor para esse tipo de problema, quando

solucionado com redes neurais.

O sistema que usou o algoritmo MARS como regressor apresentou um resultado

superior à rede neural (usada como regressor) em 12, 5% na métrica S@1, três vezes mais

atividades recomendadas entre as 50 primeiras e um aumento de precisão geral (MRR)

de 8%. Esse resultado mostra que as curvas criadas pelas diversas funções conectadas

do MARS obtiveram uma generalização melhor que da rede neural. O treinamento dos

parâmetros foi por verossimilhança.

O regressor SVM apresentou resultados duas vezes melhores que o algoritmo MARS

para a medida S@10, pois em 49% das recomendações o item correto estava entre as dez

primeiras posições da lista de recomendações. O valor de MRR também foi superior (42%).

O treinamento foi feito por otimização de margem com os valores de c = [10−7 : 102] ,

ε = [10−7 : 102], valores de tolerância β = [10−7 : 102], funções de kernel : i) linear; ii)

sigmoide; iii) polinomial; e iv) radial, os parâmetros do kernel polinomial são: i) p = [1 : 10]

que é a potência da função. Os melhores valores encontrados foram para c = 1, ε = 1,

β = 10−4, kernel polinomial com p = 2. Esse resultado é um ind́ıcio que o problema não

é linearmente separável, pois foi usada uma função de kernel polinomial para mapear
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o problema em alta dimensão e projetá-lo novamente para uma dimensão mais baixa.

Os autores acreditam que esta caracteŕıstica foi responsável pelo bom desempenho desse

regressor.

Dentre os sistemas propostos pela literatura, o sistema baseado em entrada, sáıda

e frequência (FES) (WANG et al., 2008) é o que apresenta os melhores resultados. Nos

experimentos realizados, este sistema identificou o item correto entre as dez primeiras

posições da lista de recomendação em 37% dos casos, e obteve um valor de MRR = 0, 196.

O sistema baseado no algoritmo SVM para classificação foi o único classificador

que superou os resultados dos regressores. Seu treinamento foi análogo ao SVM para

regressão. Sua melhor execução foi para os valores c = 10−1, p = 10−4 e kernel linear. Esta

execução, para a métrica S@1 foi 64% melhor que a da técnica FES e o valor da precisão

geral (MRR) aumentou 24%. Este resultado indica que a solução utilizando kernel para

mapeamento em alta dimensão é uma proposta eficiente no caso de classificadores.

O sistema SVM composto, que executa sobre os resultados dos outros sistemas

de recomendação, apresentou um desempenho superior ao SVM para classificação. Seu

treinamento foi análogo ao do SVMC e seu melhor desempenho foi para os parâmetros

c = 10−2, p = 1 e kernel polinomial. Houve uma melhoria de 3% na métrica S@1 e 28%

na métrica MRR, essa melhoria é em virtude do uso do resultado de outros classificadores

em conjunto com a redução de esparsidade do conjunto de dados.

O sistema utilizando Rotation Forest apresentou o segundo melhor resultado, seu

treinamento utilizou os parâmetros: i) valor mı́nimo de divisão γ = [0 : 30]; ii) tamanho

máximo da árvore final δ = [0 : 10000] ; iii) valor mı́nimo de variação para realizar uma

divisão cp = [10−7 : 10+1]; iv) função de divisão (ξ) como ı́ndice de Gini e ganho de

informação; v) K = [1 : 10] como número de partições; vi) L = [1 : 10] como o número de

classificadores; e vii) valores de corte 0, 25; 0, 5; 0, 75. Essa melhoria foi em virtude de usar

em conjunto uma técnica de classificação do tipo ensemble e três limiares de corte, os quais

foram estabelecidos para converter os valores numéricos (da média dos L classificadores)

em valores binários.

A técnica FESO, apresentou um resultado superior às demais. Este considera o

uso de frequência, entrada e sáıda e informações semânticas sobre as atividades. Em

comparação com as demais técnicas seu resultado foi superior para todas as métricas

calculadas, exceto S@50 para algumas técnicas. Em relação à técnica FES, seu resultado foi

superior. Em particular, parte dessa melhora é justificada pelos casos em que a atividade
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correta teria frequência zero no conjunto de treinamento, pois ela permite recomendar

baseada na ontologia (usando as atividades que contenham a ontologia do novo workflow).

Além disso, para o caso em que há empate entre duas atividades com o critério de entrada

e sáıda e a frequência a técnica proposta apresenta um fator a mais para ser utilizado

como desempate.

Algumas tendências observadas com esses resultados foram que aumentar a in-

formação sobre dados na recomendação melhora o seu desempenho, como o resultado dos

experimentos: 2, 12 e 14 mostram. Uma segunda tendência é que o classificador SVM

foi o único que obteve um melhor resultado que os regressores, indicando que soluções

por maximização de espaço entre dados em alta dimensão podem ser uma área de estudo

promissora. Uma terceira tendência é o uso de classificadores compostos e ensembles,

os quais apresentaram resultados promissores. No caso do ensemble há um ind́ıcio que

técnicas desse tipo, que usem limiares para converter os valores da média dos resultados do

conjunto L em valores binários, têm resultados promissores na recomendação de atividades.
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6 Conclusões e trabalhos futuros

‘‘Você tem a força de um homem, mas a mentalidade de uma garotinha.’’

(Ragnar Lothbrok)

Este trabalho desenvolveu uma técnica h́ıbrida para recomendar atividades em

workflows cient́ıficos, que usa compatibilidade sintática, frequência e ontologias de domı́nio

para recomendar atividades, denominada FESO. Além disso, também modelou o problema

de recomendação como um problema de regressão e classificação em inteligência artificial.

A principal ideia do projeto foi acrescentar informações semânticas estruturadas para

o sistema de recomendação. Conforme foi apresentado no caṕıtulo de resultados (caṕıtulo 5),

esta estratégia atingiu melhores resultados do que as outras técnicas implementadas, sendo

que a medida MRR aumentou 70% em relação as outras estratégias.

Para encontrar as técnicas da literatura correlata, foi realizada uma revisão sis-

temática (caṕıtulo 3). Nessa revisão foram encontradas as técnicas, suas restrições, suas

vantagens e as formas que foram validadas. O próximo passo foi implementá-las e com-

pará-las com as soluções propostas neste mestrado, incluindo as soluções baseadas em

classificadores e regressores.

Para realizar a comparação foi organizado um banco de dados relacional de workflows

e suas atividades. Também foi necessário estabelecer uma metodologia para comparar

diferentes técnicas de recomendação de atividades para um mesmo conjunto de dados com

as mesmas métricas de validação S@k e MRR (descritas na seção 4.4).

Ao comparar todas as técnicas, foram constatados determinados aspectos do con-

junto de dados, como o fato das atividades não serem independentes; o problema não

ser linearmente separável; e que técnicas de agrupamento não se mostraram adequadas

para solucionar este problema. Com exceção do SVM, regressores apresentaram soluções

mais precisas do que classificadores. Além disso, adicionar informação nos sistemas de

recomendação melhorou a precisão destes. A seguir serão listadas as principais contribuições

deste mestrado e potenciais trabalhos futuros.
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6.1 Principais contribuições

Este trabalho teve como objetivo principal especificar uma técnica para recomendar

atividades em workflows cient́ıficos. Este objetivo foi alcançado, pois a técnica FESO e as

técnicas baseadas em classificadores/regressores apresentaram resultados superiores aos

dos propostos pela literatura. Além deste objetivo primário foram obtidas as seguintes

contribuições:

• Foi apresentada uma revisão sistemática sobre a área de recomendação de atividades

em workflows cient́ıficos a qual poderá ser a base para trabalhos futuros.

• Foi constrúıda uma base de dados relacional de workflows cient́ıficos com suas

respectivas atividades. Esta base será disponibilizada na ı́ntegra para uso de outros

trabalhos.

• Foram implementadas diferentes técnicas da literatura correlata e foram comparados

os resultados da recomendação dessas técnicas com os resultados da solução proposta.

• Até o momento esta pesquisa de mestrado colaborou com a publicação de dois artigos

cient́ıficos (KHOURI; DIGIAMPIETRI, 2015; DIGIAMPIETRI et al., 2014).

6.2 Trabalhos futuros

No decorrer deste projeto foram identificadas algumas oportunidades de continui-

dade e evolução do mesmo, são elas:

1. Usar outros classificadores compostos na recomendação de atividades;

2. Criar novas estratégias de recomendação baseadas em redes sociais de pesquisadores

ou seus grupos de pesquisa;

3. Obter informação sobre proveniência de workflows e adicioná-la aos sistemas de

recomendação;

4. Usar atividades de outros SGWC e/ou de outras áreas de pesquisa além da bioin-

formática;

5. Estudar a relação entre a distribuição dos dados de entrada (atividade), sua esparsi-

dade e a relação que ambas possuem com o aumento ou redução da precisão das

recomendações;

6. Utilizar técnicas de redução de dimensionalidade para o conjunto de dados de entrada
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7. Adaptar o classificador SVM para considerar ontologias durante a maximização da

margem ótima.

Este trabalho organizou por meio de uma revisão sistemática o estado da arte da

área de recomendação de atividades em workflows cient́ıficos. Criou uma técnica para

recomendar atividades nos workflows cient́ıficos que permitiu aceitar a hipótese proposta

na seção de objetivos 1.1. Acrescentar informações semânticas estruturadas no problema

de recomendação de atividades acarretou uma melhoria nas métricas MRR e S@k dos

sistemas de recomendação que as utilizaram. Espera-se que este projeto sirva como semente

para futuros estudos na área de recomendação de atividades para workflows cient́ıficos e

auxilie cientistas na construção de experimentos computacionais.
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DIAMANTINI, C.; POTENA, D.; STORTI, E. Mining Usage Patterns from a
Repository of Scientific Workflows. In: Proceedings of the 27th Annual {ACM}
Symposium on Applied Computing. ACM, 2012. (SAC ’12), p. 152--157. Dispońıvel em:
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LIMA, C. A. de M. Comitê de Máquinas:Uma Abordagem Unificada Empregando
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